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Resumen

Este trabajo aborda una problemática que no es ajena a la academia, pero que aún pre-

senta resultados embrionarios. En particular, emplea est́ımulos auditivos con el objeto de

implementar un algoritmo computacional que realice el reconocimiento de un grupo definido

de emociones maximizando la precisión y reduciendo la cantidad de electrodos necesarios

para dicha tarea. Para ello se definió un grupo de 6 emociones objetivo estimuladas me-

diante 30 audios, los cuales fueron presentados a un grupo de 14 personas voluntarias, de

entre 18 y 35 años, sobre las cuales se realizó la lectura de las señales EEG. La metodoloǵıa

conllevó 3 fases, son sus respectivas etapas, y permitió construir un algoritmo basado tanto

en caracteŕısticas convencionales como en la Transformada Wavelet, la Dimensión Fractal y

un modelo de Análisis Discriminante Cuadrático, el cual fue valorado bajo métricas de preci-

sión, exactitud, exhaustividad y puntaje F1. Los resultados fueron comparados con aquellos

reportados en otros trabajos similares disponibles en la literatura.

Palabras clave: Análisis de Ond́ıculas, Aprendizaje Automático, Dimensión Fractal,

Emociones, Electroencefalograf́ıa, Interfaces Cerebro-Computador, QDA.

Abstract

This work addresses a problem that is not beyond to academia, but which still presents

embryonic results. In particular, it uses auditory stimuli in order to implement a compu-

tational algorithm that performs the recognition of a defined group of emotions maximizing

accuracy and reducing the number of electrodes needed for this task. To this end, a group

of 6 target emotions stimulated by 30 audio excerpts were defined and presented to a group

of 14 volunteers, aged between 18 and 35, on whom the EEG signals were read. The metho-

dology involved 3 phases, with their respective stages, and allowed the construction of an

algorithm based on conventional features as well as on Wavelet Transform, Fractal Dimen-

sion and a Quadratic Discriminant Analysis model, which was evaluated under metrics of

precision, accuracy, recall and F1 score. The results were compared with those reported in

other similar works available in the literature.

Keywords: Wavelet Analysis, Machine Learning, Fractal Dimension, Emotions, Elec-

troencephalography, Brain-Computer Interfaces, QDA.
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4. Confeccionando el núcleo: proceso de clasificación 46

4.1. Análisis de métodos de clasificación previos . . . . . . . . . . . . . . . . . . . 46

4.1.1. Análisis discriminante lineal y Análisis discriminante cuadrático . . . 46
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4.1.6. Máquinas de aprendizaje extremo . . . . . . . . . . . . . . . . . . . . 50
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1. El problema del reconocimiento de

emociones

El cerebro humano le ha permitido a su poseedor explorar y entender el universo hasta el

punto que actualmente lo ha conseguido entender; muchas certezas, pero al mismo tiempo un

sinnúmero de incertidumbres nacientes. Sin embargo, es él mismo —el cerebro— uno de los

entes menos explorados y entendidos del universo; su complejidad ha resultado abrumadora

de cara a las herramientas anaĺıticas y computacionales hasta ahora conocidas por la ciencia.

Justamente, la aparición de la computación ha permitido avanzar más rápido y profundo

en múltiples áreas del conocimiento, y el estudio de este vital órgano no ha escapado a

este fenómeno. Incluso, como si de una bola de nieve se tratara, la computación permite

avanzar aún más rápido y profundo en la medida que ella misma evoluciona y posibilita la

realización de cálculos más eficazmente; la computación cuántica, por ejemplo, abre alĺı un

sinf́ın de posibilidades y expectativas.

De entre la infinidad de temas que han sido abordados computacionalmente en lo que al

estudio del cerebro humano se refiere, ha emergido una ĺınea particular que se ha enfocado

en la identificación de emociones mediante el análisis de las bioseñales eléctricas producidas

constantemente por este órgano humano (resultado de la interrelación sináptica entre sus

células constituyentes: las neuronas). Tales señales, que no son otra cosa que series de tiempo

con voltajes, se conocen como señales electroencefalográficas (EEG). La importancia de estas

investigaciones radica en las posibilidades de las que se podŕıa disponer si se consigue una

interoperación más natural, precisa y, por supuesto, consensuada entre el cuerpo humano (en

este caso particular, el cerebro) y los componentes tecnológicos diseñados y construidos por

la humanidad para potenciar su actuar sobre el mundo. Sólo por ofrecer algunos ejemplos:

la posibilidad de identificar el estado emocional de una persona que no se puede comunicar

con el mundo exterior debido a sus limitaciones de salud, la capacidad de incrementar los

niveles de satisfacción en experiencias multimedia (reproducción de audio, realidad virtual,

videojuegos) con base en la modulación emocional dirigida al sujeto, la especialización de

terapias auditivas, visuales, aromáticas, entre otras con base en el reconocimiento en tiempo

real del estado emocional de un paciente. El abanico de posibilidades es amplio.

Ante tal gama de opciones, esta investigación se adentra en el esclarecimiento de las posibili-

dades reales ofrecidas por la simbiosis entre las bioseñales obtenidas de la actividad cerebral

en el marco de episodios con contenido emocional canalizado y la tecnoloǵıa y capacidad de
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computación actualmente disponibles. Para ello, se une al esfuerzo de otros trabajos previos

en los cuales se indaga sobre distintas configuraciones, tanto en los est́ımulos que permiten

evocar las emociones deseadas, como en los dispositivos tipo Interfaz Cerebro-Computador

(BCI), las caracteŕısticas seleccionadas desde las bioseñales y los algoritmos de clasificación

empleados; estos apuestan por est́ımulos audiovisuales en la mayoŕıa de los casos, buscando

la estimulación más efectiva posible, pero también se han utilizado sólo imágenes o audios

como estimuladores de las emociones para problemas concretos; se han aventurado, también,

a permutar distintas caracteŕısticas de las señales EEG (vistas como series de tiempo que

son) para encontrar las combinaciones que ofrezcan los impactos más positivos en la métricas

de clasificación; aśı mismo, caracteŕısticas a base de estad́ısticos, distintos tipos de transfor-

madas de Fourier, variadas ond́ıculas madre (conocidas en inglés como wavelets) sobre la

transformada Wavelet, han sido algunas de las posibilidades exploradas por los equipos de

investigación en distintos lugares del globo; variadas clases de técnicas de clasificación, regu-

larmente del conjunto de algoritmos disponibles en los estudios del aprendizaje automático

(o de máquina), combinaciones entre ellas y parametrizaciones variopintas han sido evalua-

das para aumentar en algunos puntos porcentuales los niveles de precisión y exactitud en

la identificación de emociones presentes en las señales EEG. De esta forma, el problema del

reconocimiento de emociones involucra teoŕıas de psicoloǵıa (modelos de emociones), proce-

samiento de señales, matemáticas, estad́ıstica, inteligencia artificial, ingenieŕıa de software,

entre otras, de acuerdo a cada problema o enfoque espećıfico (teoŕıa musical, teoŕıa del color

y la iluminación, fotograf́ıa y composición de imagen, etc).

Cobijada por este marco, esta investigación se propuso desarrollar un algoritmo —entendido

tal como un conjunto estricto de pasos que permite producir determinadas salidas acorde

a un conjunto de entradas y restricciones o parametrizaciones— que permitiera reconocer

un grupo de emociones partiendo de un registro de señales electroencefalográficas tomadas

de humanos y evocadas con est́ımulos auditivos. En el cometido de alcanzar tal objetivo, se

asumió primero la tarea de obtener un conjunto de datos de señales electroencefalográficas

que reportara un grupo de 6 emociones. Tomando este conjunto de datos como materia pri-

ma de trabajo, se abordó la implementación del algoritmo computacional de reconocimiento

de emociones, cuyo diseño se orientó a la maximización de la precisión en la clasificación

del conjunto de emociones elegido para el proyecto. Finalmente, una vez construido el al-

goritmo, se planteó la realización de un análisis comparativo de la precisión y desempeño

de tal construcción implementada contra aproximaciones llevadas a cabo por investigaciones

previas sobre esta misma temática, tomando en cuenta las diferencias metodológicas a que

hubo lugar, dando paso aśı a las conclusiones del trabajo y los resultados obtenidos. En

este conjunto de propósitos aqúı expuestos, debe advertirse que no se pretende explorar un

dominio de emociones continuo o, siquiera, un conjunto discreto de gran tamaño. Tampoco

se pretende tratar con voluntarios que presenten alguna patoloǵıa —entiéndase, pacientes

con alzheimer o pacientes con discapacidades comunicativas, entre otros— para la cual la
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identificación de emociones pueda ser de utilidad en el marco de un trabajo más ambicioso.

Escapa también a este trabajo el problema del reconocimiento de emociones en tiempo real,

por lo cual se limita a realizar dicha labor mediante un procesamiento diferido respecto a la

captura de las bioseñales objetivo.

Para encarar estos hitos establecidos, se definió una estructura metodológica segmentada en

tres fases: la primera es una fase experimental y tiene como objetivo obtener los datos elec-

troencefalográficos requeridos para la segunda fase, que es una fase de desarrollo en la cual

se implementa el algoritmo que utiliza las técnicas computacionales para realizar el recono-

cimiento de emociones. La tercera fase tiene como cometido generar la discusión conclusiva

del proyecto con base en sus resultados obtenidos en la segunda fase. Cada una de estas fases

está compuesta por distintas etapas que demarcan los distintos productos que servirán como

insumo para las etapas y fases posteriores. Aśı, para la primera fase, la cual se desarrolla

en el caṕıtulo 3, se tienen cuatro etapas en donde se obtiene la definición del conjunto de

datos (señales EEG) a utilizar o construir, el universo de estudio y la muestra empleadas, la

caracterización de los medios y técnicas elegidos y el conjunto de datos construido y postpro-

cesado, respectivamente. Para la segunda fase, desarrollada en el caṕıtulo 4, se definieron tres

etapas en las cuales se obtuvieron las caracteŕısticas de las bioseñales previamente procesadas

en la primera fase, las técnicas computacionales de clasificación seleccionadas y el modelo

de clasificación que culmina el algoritmo de reconocimiento de emociones, en su respectivo

orden. En la última fase, desarrollada en los caṕıtulos 5 y 6, se cuenta con dos productos:

el análisis comparativo de los resultados respecto a trabajos previamente desarrollados y las

conclusiones del trabajo (y de todo el proceso metodológico en su conjunto).

Toda esta indagación llevada a cabo en el presente trabajo, regida por la metodoloǵıa des-

crita en brevedad arriba, permite reflexionar sobre varios focos de esta área de investigación

(Emociones - BCI - Computación), como lo son a) el uso de dispositivos de bajo costo que

permitan incentivar la masificación no sólo de la investigación en este campo, sino de sus

posibles aplicaciones, o b) la validación de la importancia de las caracteŕısticas que se ob-

tienen asumiendo la linealidad de la señal, como de aquellas que se obtienen asumiendo la

no linealidad de la misma, o c) la identificación de técnicas de computación que asuman

el rol de piezas complementarias candidatas en el rompecabezas que configura en śı el al-

goritmo de reconocimiento de emociones, particularmente estimuladas mediante audio. Se

listan estas tres solo por señalar aquellas que más cabida tienen en el marco de este trabajo

de investigación. Por supuesto, no es este un trabajo de punto final; el proceso cient́ıfico es

siempre reflexivo y evolutivo, un proceso que nunca está terminado. En este caso, los resul-

tados obtenidos fueron comparados con otras investigaciones tomando en cuenta sus puntos

en común y divergencias, abriendo la puerta a la posibilidad de seguir trabajando para afinar

el algoritmo en śı y mejorar las métricas evaluadas.



2. Contextualización y carta de

navegación

La identificación de emociones a partir del procesamiento de ondas electroencefalográficas

(EEG) es una área en la cual la comunidad académica y cient́ıfica ha situado su atención

desde distintas perspectivas, tomando como motivante el hecho de que esta tarea se presenta

con oportunidades abiertas y retos llamativos, como lo son la ampliación del dominio de

sentimientos o emociones identificados, la reducción de la cantidad de electrodos empleados

en la obtención de los datos sin que desmejore la efectividad, que sumados al hecho de que los

dispositivos de electroencefalograf́ıa son cada vez más accesibles económica y operativamente,

configuran el quehacer de los investigadores en tanto búsquedas e indagación constante para

su superación. La elección de los algoritmos empleados para el procesamiento de las señales

EEG y su parametrización tiende a una diversidad cada vez mayor; el aumento del grado de

precisión en la clasificación de las emociones es un objetivo de cada trabajo de investigación.

Este es uno de tales trabajos, pero para comprender apropiadamente el contexto en que

se sitúa y la problemática espećıfica que aborda, se han planteado las subsecciones que se

detallan a continuación.

2.1. Los ingredientes de la receta: las teoŕıas

A continuación, se exponen los principales conceptos involucrados en este trabajo median-

te un marco teórico que los interrelaciona de forma estructurada y consecuente. En las

siguientes subsecciones se abordarán temas como los son los dispositivos de interfaz cerebro-

computador, las emociones humanas, sus modelos y la computación de datos previos para

la clasificación de nuevos datos.

2.1.1. Dispositivos “Brain Computer Interface” enfocados en EEG

Las indagaciones cient́ıficas y académicas en torno al comportamiento de la cavidad craneana

y su principal miembro, el cerebro, han precisado del uso de tecnoloǵıa enfocadas en el registro

de la actividad encefálica, conocidas como Brain-Computer Interfaces (BCI). En lo que se

refiere a su disponibilidad, se han desarrollado varios dispositivos con distintas capacidades

y objetivos1. Dentro de ellos, el Emotiv® EPOC® (como el mostrado en la figura 2-1),

1Véase en la web: http://openvibe.inria.fr/supported-hardware/ [consultado: 21. noviembre 2020].
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Figura 2-1.: Dispositivo de lectura EEG Emotiv® EPOC®

ha sido uno de los instrumentos empleados frecuentemente en diferentes trabajos, como por

ejemplo [2], [7], [30], [31], [41], [48], dadas las ventajas que presenta: bajo costo, medición

en tiempo real, portabilidad, no invasión del sujeto y facilidad de uso [7], de manera tal que

expone un grado de confiabilidad suficiente para su utilización en el ámbito que atañe a esta

investigación.

Algunas muestras de esta integración de la ingenieŕıa con las neurociencias en cuanto al

procesamiento de señales EEG obtenidas con BCIs, con un enfoque social, se tienen en el

trabajo desarrollado en el marco del programa INTERREG IVA 2 y su proyecto SYSIASS,

descrito por Ragot y compañ́ıa [41], en donde se intenta facilitar la autonomı́a de personas

con discapacidad mediante adaptaciones tecnológicas sobre sillas de ruedas, soportadas por

mecanismos de medición de ondas EEG, entre otras tecnoloǵıas. Otro trabajo de interés es

el desarrollado por Elgendi y compañ́ıa [12], en el cual se hace una discriminación efectiva

de las ondas EEG producidas por dos tipos de sujetos —pacientes de Alzheimer y personas

coetáneas saludables— y capturadas mediante sistemas BCI e intervenidas mediante un

proceso de sonorización, de forma que los patrones sonoros diverǵıan con suficiente claridad

para clasificar a una persona en uno u otro grupo de acuerdo a la lectura de sus bioseñales

electroencefálicas.

2.1.2. Emociones humanas y reconocimiento de emociones

El concepto de “emoción” es producto de debate en la comunidad cient́ıfica y académica;

al consultar a distintos teóricos sobre este concepto se obtienen respuestas diferentes por

parte de cada uno de ellos, bien sea por su disciplina o área de conocimiento espećıfica o

por el enfoque de su trabajo. No resulta de extrañar que un concepto que parece definir una

condición subjetiva como lo es el sentir humano resulte en un concepto subjetivo. Dado que
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Tabla 2-1.: Componentes de la emoción y subsistemas involucrados [45]

Función de la emoción Subsistema orgańısmico Componente de la emoción

Evaluación de objetos y

eventos

Procesador de información

(sistema nervioso central)

Componente cognitivo (Es-

timación)

Regulación del sistema Soporte (Sistema Nervio-

so Central, Sistema neuro-

endocrino, Sistema Nervio-

so Autónomo)

Componente neurofisiológi-

co (Śıntomas corporales)

Preparación y dirección de

la acción

Ejecutor (Sistema Nervioso

Central)

Componente motivacional

(Tendencias de acción)

Comunicación de la reac-

ción y la intención conduc-

tual

Accionador (Sistema Ner-

vioso Somático)

Componente de expresión

motora (Expresión facial y

vocal)

Monitoreo de estado

interno e interacción

organismo-entorno

Monitor (Sistema Nervioso

Central)

Componente se sentimien-

to subjetivo (Experiencia

emocional)

la definición de lo que es una emoción no hace parte del alcance del presente estudio, se

tomará como base la definición ofrecida por Klaus Scherer, quien bajo el prisma del marco

de trabajo del modelo de proceso de componentes, definió la emoción como un episodio de

cambios interrelacionados y sincronizados de todos, o bien la mayoŕıa de, los cinco subsiste-

mas orgańısmicos, en respuesta a la evaluación de un evento estimulante externo o interno

suficientemente relevante para concernirle al organismo [45]. Para aclarar cuales son estos

cinco subsistemas involucrados en este episodio (emoción) y su relación con los componentes

de la emoción (dado el marco de trabajo de modelo de proceso de componentes utilizado por

Scherer), se puede consultar la tabla 2-1, la cual permite ver cada función de la emoción a

qué subsistema orgańısmico corresponde y con cuál componente de la emoción se relaciona.

Ahora bien, en lo referente a la medición de las emociones y su reconocimiento a partir

de determinados datos de entrada, distintos trabajos investigativos han empleado varia-

das técnicas y algoritmos para la clasificación de tales emociones y para poderlas llevar a

un espacio de representación en el cual sea posible visualizarlas. Desde la clasificación de

datos obtenidos mediante dispositivos de Resonancia Magnética Funcional (fMRI por sus

siglas en inglés) o EEG, en donde se ha recurrido al procesamiento de los datos mediante
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Figura 2-2.: Modelo circumplejo de Russell para representación de emociones [43].

la Transformada de Fourier [5, 16, 25, 30, 28], Transformada Wavelet [35, 51, 53], Análisis

de Componentes Principales [2], el algoritmo de Higuchi y el algoritmo de conteo de cajas

[32, 48], hasta el análisis y clasificación de estos datos procesados, abordado con el algoritmo

HyperNEAT [25], Análisis Discriminante Lineal de Fisher [2], Análisis Cuadrático Discri-

minante [16], Fuzzy C-Means [35], Vecino más Cercano [16, 36], Máquinas de Vectores de

Soporte [16, 30, 28, 53], Máquinas de Vectores de Relevancia [27], C4.5 [5] y el Modelo de

Dimensión Fractal [32, 48].

Estos algoritmos presentan diferencias en su grado de precisión, siendo el utilizado en [32] uno

de los que mejor comportamiento tiene en este sentido, posiblemente por emplear algoritmos

no lineales para abordar un problema no lineal. Esto mismo ha hecho que la cantidad de

trabajos enfocados en el reconocimiento de emociones a partir de ondas EEG se incremente

en los últimos años [32], buscando no sólo mejorar estos grados de precisión, sino también

expandir la limitada base de emociones identificadas —en un sólo experimento— hasta el

momento (hasta seis [48]) mediante esta técnica. Sin embargo, si bien el análisis sobre señales

EEG a través de métodos no lineales presenta buenos resultados y seŕıa el ideal para abordar

este problema, que como ya se dijo es un problema no lineal, no puede dejarse a un lado

el uso de métodos lineales, pues estos permiten una gran simplificación del problema y

contribuyen al conocimiento de las dinámicas cerebrales capturadas o representadas en las

señales EEG [25]. Por ejemplo, la clasificación realizada en [30] aplicando SVM en por lo

menos tres modelos diferentes arrojó buenos resultados en uno de ellos, llamado esquema

one-against-one, aunque en él sólo se empleó un dominio de cuatro (4) emociones.

Por otro lado, el dominio de los emociones requiere de una representación que permita
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Figura 2-3.: Modelo del Sólido de emociones de Plutchik para representación de emociones.

Tomado de https://tinyurl.com/y5g3886m [Consultado: 28. diciembre 2020]

ubicarlos en un espacio reconocible, o dicho más formalmente, medible. Para ello uno de los

modelos más empleados para la representación de estos emociones es el modelo bidimensional

circumplejo de Russell (1980) [2, 8, 25, 32, 43, 48], el cual se puede apreciar en la figura

2-2. Este permite representar en dos dimensiones los sentimientos de acuerdo al nivel de

excitación que inducen en el sujeto y a su nivel de valencia, lo cual resulta útil en las

emociones identificadas hasta el momento mediante el estudio de las ondas EEG (felicidad,

tristeza, miedo, placer, satisfacción, decepción). Este modelo se basó, a su vez, en el modelo

tridimensional de Schlosberg [8], el cual expone tres ejes de representación: tranquilidad-

tensión, atención-rechazo, placer-disgusto. Si bien este segundo modelo es interesante, el

primero ha tenido mayor acogida en las investigaciones académicas debido a que al tener más

en cuenta la varianza de los datos auto-reportados (valores informados por los participantes

en los experimentos mediante evaluaciones de auto-valoración), se presenta como un modelo

más robusto. Además, se reduce a una dimensionalidad menor, lo cual permite tratar el

problema de la representación emocional con mayor facilidad. Un modelo posterior (1982),

es el expuesto por Plutchik, conocido como “Sólido de las emociones” [39], también de

tres dimensiones, ampliando nuevamente el nivel de dimensionalidad de la representación

emocional. Este modelo puede verse en la figura 2-3.
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2.2. El rompecabezas a descifrar

Como bien ya se ha dejado entrever en los trabajos y sus aplicaciones citados en párrafos

previos, el reconocimiento de emociones juega un papel relevante en la interacción entre

humanos y máquinas de cómputo [32, 51]. Este es uno de los motivantes para el desarro-

llo de esta investigación; la conjugación de las necesidades humanas con las posibilidades

tecnológicas a nivel electrónico y digital es cada vez más acentuada [41, 51], haciendo de

esta integración un buen candidato para cualquier investigación enmarcada en las áreas de

los sistemas inteligentes y neurociencias, en particular la búsqueda de niveles más altos de

precisión en el reconocimiento de emociones para generar información de entrada a siste-

mas digitales inteligentes —tal vez una aplicación en un teléfono celular o en el computador

personal— que sean insumo para el desarrollo de alguna tarea en beneficio directo de quien

genera las bioseñales: mezclas musicales, experiencia de realidad virtual o de realidad au-

mentada, generación de alarmas emocionales en pacientes con parálisis corporal, búsqueda

web basada en emociones, entre muchas otras, tantas como ĺımite tenga la imaginación. A

este escenario histórico y a sus múltiples posibilidades abiertas, se une una ambición perso-

nal en torno a la necesidad de comprender el universo cient́ıfico que envuelve al órgano más

complejo conocido hasta el momento: el cerebro.

Ahora bien, la investigación desarrollada hasta la fecha en torno a la temática de identifi-

cación de emociones mediante señales EEG arroja como resultados un número limitado de

emociones efectivamente identificadas y dependientes de cada estudio particular, un conjunto

de dispositivos de captura de las bioseñales empleados en los experimentos cuya utilización

puede ser engorrosa no sólo para los investigadores, sino para los aportantes, dado el alto

número de electrodos empleados para realizar la captura y, por otro lado, pero de forma

integrada a las anteriores, unos niveles de precisión variantes según los métodos y dispositi-

vos utilizados y la cantidad de emociones objetivo, de forma que el alcance de un alto nivel

de precisión en alguna investigación abre la posibilidad de realizar nuevas configuraciones

sobre los métodos y sobre los electrodos empleados sin que la precisión se vea sacrificada

sensiblemente, dando espacio a nuevas investigaciones.

Esta situación evidencia retos que deben enfrentarse en un esfuerzo aunado a los esfuerzos

mismos y pretensiones de investigaciones desarrolladas hasta el momento en el reconoci-

miento de emociones a partir de bioseñales EEG, pretensiones que pueden condensar en

la disminución de la cantidad de electrodos necesarios para el reconocimiento efectivo de

emociones, el potencial aumento de la cantidad de emociones reconocidas o clasificadas y

el aumento de la precisión de clasificación de tales emociones [16, 32], teniendo en cuenta

también el est́ımulo empleado para la evocación emocional en los experimentos. Es por esto

que cabe preguntarse: ¿Puede un método computacional, que no haya sido suficientemente

explorado aun en el reconocimiento de emociones, incrementar la precisión en la clasificación

de emociones, tomando como insumo muestras de señales EEG estimuladas mediante audio
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musical? De forma complementaria e intŕınseca a este problema, es posible además preguntar

¿cuál es la cantidad de las emociones clasificadas y cuál es el desempeño computacional del

conjunto de algoritmos utilizado para atacar este problema?

2.3. Carta de navegación

La metodoloǵıa adoptada para esta investigación se basa en los lineamientos de algunas in-

vestigaciones antecesoras [5, 16, 30, 28, 35, 34, 53] de forma que al finalizar la implementación

del algoritmo de reconocimiento fuera posible realizar las comparaciones respectivas con los

resultados de tales investigaciones bajo parámetros de similitud metodológica. Esta meto-

doloǵıa, además, se enmarcó dentro de los objetivos planteados para el proyecto, los cuales

constituyen el norte a seguir. En virtud a esta metodoloǵıa se plantearon tres fases: la pri-

mera fue experimental cuyo objetivo era obtener los datos electroencefalográficos requeridos

para la segunda fase, que fue una fase de desarrollo en la cual se implementó el algoritmo

que utilizó las técnicas computacionales para realizar el reconocimiento de emociones. La

tercera fase tuvo como cometido generar la discusión conclusiva del proyecto investigativo

con base en sus resultados (obtenidos en la segunda fase).

2.3.1. Diseño metodológico de la fase experimental

El trabajo aborda inicialmente una fase experimental, la cual atiende el primer y segundo ob-

jetivo del mismo. Para ello se tienen dos caminos, cuya elección está basada en los resultados

de una búsqueda espećıfica: la existencia de un conjunto de datos ya obtenidos por alguna

investigación previa, que sean accesibles y que abarque las necesidades de información para

la etapa de desarrollo de este proyecto. Esto se detalla en la primera etapa. En caso de que

no fuera posible utilizar dicho conjunto, entonces se debe realizar la obtención de los datos

(como en efecto fue requerido, lo cual se verá más adelante), según lo diseñado en la etapa

2 y subsiguientes.

Etapa 1: Obtención del conjunto de datos

Realizar una búsqueda de los conjuntos de datos generados por investigaciones previas rea-

lizadas en la misma área de investigación y detalladas en la bibliograf́ıa. Verificar si tales

conjuntos de datos son accesibles y si su diseño experimental es aceptable cient́ıficamente.

Además, se analiza si tal información es transformable como datos de entrada al algoritmo

a implementar. En caso de que todas estas posibilidades se cumplan, se opta por utilizar

el conjunto de datos que a ellas se ajuste. En caso contrario, se inicia el experimento de

obtención de datos electroencefalográficos tal como se diseña desde la siguiente etapa.



12 2 Contextualización y carta de navegación

Etapa 2: Definición del universo de estudio y la muestra

Como punto de inicio del experimento fue menester definir y especificar dónde se va a obtener

la información práctica, es decir, el universo de estudio y su respectiva muestra. Para este

caso, se eligieron humanos sin reportes de enfermedades mentales y cuya edad fue superior

a los 18 años. Por otro lado, no tuvo relevancia su posición social, situación económica o

nivel académico. La muestra estuvo constituida por un conjunto de personas ajustadas a la

población mencionada, cuya cantidad ascendió a las 14 voluntarias y voluntarios (se teńıa

proyectado inicialmente un conjunto de entre 8 y 16). Además, se procuró la simetŕıa en lo

referente a género sexual, 50 % hombres y 50 % mujeres.

Etapa 3: Elección de medios y técnicas

Para la elección de medios y técnicas se tuvieron en cuenta los materiales más relevantes

para la obtención de los datos. Estos se relacionan a continuación:

Interfaz cerebro-computador: Dispositivo de captura de señales electroencefalográfi-

cas (EEG) humanas. Se dispuso de un dispositivo Emotiv® EPOC+®.

Prueba de auto valoración: Es una prueba llevada a cabo sobre las personas volun-

tarias de quienes se obtienen las señales EEG y cuyo objetivo es identificar o validar

la emoción o emociones reportadas durante el experimento. Para esta prueba se buscó

el apoyo de personal del área de la psicoloǵıa.

Audios: Conjunto de registros sonoros que son empleados durante el experimento para

inducir las emociones en las personas voluntarias que participan en ellos. Se planteó

realizar una búsqueda inicial en el International Affective Digitized Sounds (IADS)2

[2, 25, 32, 31, 49] en la medida que fue posible acceder a ella. De no ser haber sido

posible tal acceso, se hubieran elegido los audios mediante asesoŕıa de un músico y, en

lo posible, de un(a) profesional de psicoloǵıa.

Laboratorio: Lugar donde se llevará a cabo la experimentación. Se indagó por la

existencia de alguno en los departamentos de psicoloǵıa de la Universidad Nacional de

Colombia y se procuró su utilización. En caso que no se hubiera podido contar con dicho

laboratorio en tal universidad se hubiera procedido a la búsqueda de uno externo o,

como medida final, se adaptaŕıa un inmueble con caracteŕısticas de aislamiento sonoro,

siguiendo los lineamientos recomendados por la normativa técnica nacional existente

al respecto.

Diseño de plan para la recolección de información: Consiste en la planificación

del experimento en śı. Para ello se hizo una revisión y análisis de los experimentos

realizados en otras investigaciones y se siguieron sus recomendaciones.

2Véase en la web: http://csea.phhp.ufl.edu/media/iadsmessage.html [Consultado: 04. enero 2021]
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Todos estos medios y técnicas y sus respectivas configuraciones fueron documentadas en el

presente reporte, como se verá más adelante.

Etapa 4: Recolección y procesamiento de información

La recolección de información se llevó a cabo ejecutando el plan de recolección de infor-

mación en el laboratorio, empleando los audios seleccionados y con la muestra elegida para

el experimento. Una vez obtenida y registrada digitalmente esta información, contenida en

bioseñales EEG, se realizó un procedimiento de eliminación de ruido y se aplicó una trans-

formación a dichas ondas a un espacio donde se pueda obtener la información requerida.

Esta recolección y procesamiento fueron documentados en este reporte.

2.3.2. Diseño metodológico de la fase de desarrollo

Esta fase abordó desde el procesamiento de la información obtenida en la primera fase,

hasta la clasificación en śı realizada por el algoritmo implementado. Para poder afrontarlo

fue necesario analizar los algoritmos utilizados en investigaciones previas y las metodoloǵıas

empleadas en ellas para realizar las clasificaciones de las emociones. Este diseño se desglosa

en las etapas que siguen a continuación.

Etapa 1: Obtención de las caracteŕısticas de las señales

Como primera medida se principió a procesar las señales obtenidas en la primera fase de la

investigación, de forma que se extrajo un conjunto de caracteŕısticas que fueron relevantes

para la identificación de emociones realizada posteriormente. La justificación de esta elección

fue documentada en este reporte.

Etapa 2: Selección de técnicas de computación para la clasificación

Una vez se tuvieron las caracteŕısticas a emplear en los entrenamientos, que son en definitiva

la información de entrada de las técnicas de cómputo a utilizar, se eligieron tales técnicas

bajo el criterio de los participantes en la investigación según se consideró cual era la me-

jor configuración para obtener los resultados deseados. La justificación de esta elección fue

documentada en este reporte.

Etapa 3: Clasificación de emociones y validación

Tras la selección de las técnicas computacionales a utilizar, se procedió con la implementa-

ción del algoritmo utilizando las técnicas seleccionadas y el posterior entrenamiento de tal

algoritmo. Una vez entrenado, la validación se realizó contra datos de prueba tomados de la

muestra, en los cuales se midió la precisión en el reconocimiento de las emociones planteadas

y el desempeño en tal proceso. Estos resultados fueron documentados en este reporte.
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2.3.3. Diseño metodológico de la fase conclusiva

En la tercera y última fase se realizaron los análisis pertinentes sobre los resultados del

proyecto en cada una de sus dos fases previas, aśı como sobre sus procedimientos o desarrollo.

Tras exponer estos análisis se emitieron las conclusiones que de ellos devinieron contrastando

con los objetivos planteados en el proyecto investigativo.

Etapa 1: Comparación con trabajos antecesores

Tras obtener los resultados finales, estos fueron comparados con resultados de trabajos an-

tecesores en áreas similares. Esto permitió obtener conclusiones en cuanto al algoritmo en

śı, para poder transitar hacia las conclusiones del proyecto como tal. La comparación fue

documentada de forma clara y explicativa.

Etapa 2: Emisión de conclusiones

Se analizaron los resultados obtenidos en las dos primeras fases del proyecto y en la etapa

previa de esta tercera fase, contrastándolos con los objetivos planteados en el proyecto de

forma que se pudo estimar el aporte realizado a las áreas en que se circunscribe la investiga-

ción. Las conclusiones fueron documentadas y serán difundidas en los medios accesibles en

el momento que sean emitidas a través de este reporte.



3. Aprovisionamiento de la materia

prima: el conjunto de datos

Para poder diseñar e implementar un algoritmo que permita identificar emociones latentes en

señales electroencefalográficas es necesario primero obtener tales señales. Este requerimiento

inicial para el desarrollo de la investigación presentó dos posibles caminos a seguir, a saber: 1)

realizar una búsqueda de los conjuntos de datos existentes generados por otras investigacio-

nes previas, identificando aquellos que por sus objetivos, tecnoloǵıa y caracteŕısticas fueran

compatibles con esta investigación y por lo tanto pudieran ser utilizados en ella. 2) Indagar

sobre la estructura experimental empleada en investigaciones previas que haya sido dirigida

a la obtención de bioseñales EEG para a partir de alĺı proponer un diseño experimental

ajustado a los requerimientos de información de esta investigación y aśı poder obtener el

conjunto de datos base para el diseño, verificación y validación del algoritmo a proponer.

El proceso exploratorio que se llevó a cabo sobre estos dos caminos se expone en los siguientes

apartados. Se presentan también sus resultados y las consecuentes decisiones.

3.1. Exploración de conjuntos de datos existentes

En una aproximación inicial acogida con el fin de reutilizar información existente en lo

referente al análisis de bioseñales EEG, en lo posible estimuladas con audio y orientadas

al estudio de emociones en humanos, se realizó una búsqueda de conjuntos de datos en

diferentes fuentes. A saber, DataCite1, GigaDB2, FigShare3, Crossref4 y Google académico5.

Los conjuntos de datos encontrados y que son de interés para este trabajo académico se

caracterizan en la tabla 3-1.

1Sitio de provisión de identificadores persistentes (DOIs) para datos de investigaciones cient́ıficas. Véase

http://www.datacite.org/ en la web. Consultado el 16 de abril de 2016
2Base de datos de conjuntos de datos cient́ıficos disponibles para descarga y uso público. Véase

http://gigadb.org/ en la web. Consultado el 16 de abril de 2016
3Repositorio de productos de trabajos de investigación. Véase https://figshare.com en la web. Consultado

el 17 de abril de 2016
4Sitio de publicación de trabajos académicos. Véase http://www.crossref.org/ en la web. Consultado el 18

de abril de 2016
5Buscador web de contenido académico. Véase https://scholar.google.es/ en la web. Consultado el 16 de

abril de 2016
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Tabla 3-1.: Conjuntos de datos EEG.

Nombre Dispositivo BCI Tamaño

muestra

Est́ımulo Acceso

MAMEM EEG SS-

VEP Dataset I[37]

(Spiros Nikolopoulos)

02-2016 (12GB)

EGI 300 Geodesic

EEG System

11 personas Visual Público

(BY-CC)

MAMEM EEG SS-

VEP Dataset II[37]

(Spiros Nikolopoulos)

04-2016 (7.67GB)

EGI 300 Geodesic

EEG System

11 personas Visual Público

(BY-CC)

EEG Dataset

UCI/ML[54]

(UCI)

1999 (0.6GB)

Dispositivo de Elec-

trocap International

28 personas

90 img/s

Visual

(imágenes)

Público

Delorme’s EEG

Dataset[11]

(Thorpe group)

2004 (4GB)

32 electrodos en un

gorro elástico de Ox-

ford Instruments +

Amplificador Neuros-

can Synamps

14 personas

1960 img/s

Visual

(imágenes)

Requiere

solicitud

escrita

DEAPDataset[23]

(EPFL)

2012 (5.8GB)

Biosemi ActiveTwo

system

32 personas

40 videos

4 cuadrantes

(emociones)

Visual

(Videos)

Requiere

solicitud

escrita

BCI EEG SSVEP

for four classes of

stimuli[24]

(WUT)

2015 (0.01GB)

g.USBAmp 5 personas

4 est́ımulos

(LEDs)

Visual

(LEDs)

Público

EEG Motor Mo-

vement/Imagery

Dataset[44]

(PhysioNet)

2004 (?GB)

BCI2000 system 109 personas

4 tareas

Visual

(Tareas)

Público

Continúa en la siguiente página
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Tabla 3-1.: Conjuntos de datos EEG.

Nombre Dispositivo BCI Tamaño

muestra

Est́ımulo Acceso

Supporting material

for: “Event-related

potential datasets ba-

sed on three-stimulus

paradigm”[50]

(Bruha, P, et al)

2014

Dispositivo de Elec-

trocap International

20 personas

3 est́ımulos

(LEDs)

Visual

(LEDs)

Público

En la información recopilada se puede identificar la baja producción de conjuntos de datos

cuyo est́ımulo provenga de un medio auditivo; la mayoŕıa de señales son influenciadas por

est́ımulos visuales o audiovisuales. Este hecho refuerza la justificación de este trabajo, por

lo menos en lo concerniente a la generación de un conjunto de datos de bioseñales EEG

estimuladas exclusivamente con audio cuya utilización puede derivar en estudios orientados

a poblaciones invidentes o, si se quiere, en disciplinas art́ısticas del ámbito musical. Para ello,

fueron explorados los distintos diseños experimentales planteados en investigaciones previas

y, a partir de esta base, fue propuesto y aplicado un diseño experimental para obtener el

conjunto de datos requerido por esta investigación, tal como se reporta en los apartados

subsiguientes.

3.2. Análisis de diseños experimentales existentes

En la medida en que no fue posible hacer uso de un conjunto de datos existente cuyo diseño

experimental estuviera basado en obtención de señales EEG humanas estimuladas mediante

audio (exclusivamente), se hizo necesario proponer un diseño experimental en esta v́ıa que nos

permitiera obtener el conjunto de datos requerido. Para ello, primero se realizó una búsque-

da en la bibliograf́ıa identificando los distintos experimentos llevados a cabo por distintos

investigadores en sus respectivos trabajos académicos. Se utilizó como referencia aquellos

experimentos que emplearan dispositivos de lectura EEG que fueran económicamente ase-

quibles y cuyos est́ımulos empleados pudieran clasificarse como multimedia, privilegiando

aquellos basados exclusivamente en audio.

Lo resultados de esta indagación bibliográfica se resumen en la tabla 3-2.
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ió
n

d
e

em
o
ci

on
es

.

-
P

ar
la

n
te

s
Y

am
ah

a

M
S
P

3

-
G

én
er

o
se

x
u
al

b
al

an
ce

ad
o:

1
m

u
je

r
-

1
ho

m
br

e.

-
E

d
ad

:
29

y
22

añ
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Con esta información recopilada como base se inició la construcción del diseño experimental

con el objetivo de obtener los datos electroencefalográficos requeridos para la fase de im-

plementación del algoritmo de reconocimiento de emociones. Para ello se definió primero el

universo de estudio, continuando con los medios y técnicas de obtención de datos, como se

detalla en las siguientes secciones.

3.3. Universo de estudio

Dada la naturaleza del problema afrontado, se diferenció entre dos universos de estudio ne-

cesarios para obtener el conjunto de datos requerido. El primer universo de estudio se refiere

a la fuente de las señales electroencefalográficas, es decir, al conjunto donde se buscaron las

personas que participaron en el experimento. De otro lado, se tiene el universo de estudio

donde se obtuvieron las emociones que fueron objeto de análisis durante la investigación.

Estos dos frentes de estudio son descritos a continuación.

3.3.1. Conjunto de participantes

Realizando un contraste entre la población deseada y la población disponible, en lo referente

a las personas participantes en el experimento como fuentes de las bioseñales, se definió el

universo de estudio caracterizado en la tabla 3-3.

Tabla 3-3.: Caracterización del universo de estudio de participantes.

Caracteŕıstica Descripción

Profesión/Quehacer No se evalúa

Condición de salud mental Sin diagnósticos conocidos sobre hallazgos de alteración

en el estado de salud mental.

Rango de edad Entre los 18 y los 35 años

Grupo étnico o racial No se evalúa

Género Contiene hombres y mujeres (declarados de nacimiento).

Se procura que en la muestra la selección sea balanceada

(50 % hombres - 50 % mujeres)

Condición socio-económica No se evalúa

Tamaño de la muestra Entre 8 y 16 personas (según disponibilidad)

En la caracterización de este universo de estudio varias dimensiones no son evaluadas (por

ejemplo, la profesión/que hacer). Esto se debe a que se asume que estas dimensiones no

tienen incidencia significativa a nivel biológico y estad́ıstico sobre la muestra.
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Felicidad

Asombro

Temor

Tristeza

Aburrimiento

Relajación

Valencia

Agitación

Figura 3-1.: Representación circumpleja del conjunto de emociones seleccionadas.

Si bien el descrito en la tabla 3-3 es el universo de estudio seleccionado, los detalles de los

participantes en los experimentos (muestra) se puede observar en la tabla 3-7.

3.3.2. Conjunto de emociones

Una primera elección tomada en cuenta de un conjunto de emociones fue la planteada por

James A. Russell en su modelo circumplejo [43]. Este conjunto está constituido por 28

elementos agrupados en 8 categoŕıas, como se muestra en la tabla 3-4.

Teniendo en cuenta que a mayor cantidad de emociones a identificar o clasificar por el mode-

lo, los resultados obtenidos serán más pobres en cuanto a la precisión, se decidió seleccionar

de este conjunto 6 emociones, que es el máximo número identificado en el estado del arte [32]

como cantidad de emociones empleadas en investigaciones similares a esta. Para elegir estas

6 emociones se utilizaron los conceptos expuestos por Russell sobre la estructura cognitiva

del afecto, según los cuales el espacio afectivo es bipolar ubicando los conceptos emocionales

antónimos en lados opuestos de un modelo de representación circular; al desplazarse sobre

los ejes vertical y horizontal de dicha representación se vaŕıan el grado de valencia y el de

agitación, respectivamente. Aśı, se eligieron 6 emociones distribuyéndolas de forma equidis-

tante en el plano cartesiano, tomando aquellas que se encontraban más separadas entre śı

sobre este plano. El gráfico 3-1 muestra las emociones seleccionadas, representadas en del

modelo circumplejo (de escalamiento multidimensional) de Russell.
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3.4. Medios y técnicas de experimentación

En el ejercicio de experimentación fue necesario un conjunto de medios y técnicas que per-

mitieron obtener las bioseñales y construir el conjunto de datos sobre el cual se trabajó. Este

conjunto de medios y técnicas son descritos en las siguientes subsecciones.

3.4.1. Interfaz Cerebro-Computador

Uno de los elementos más imprescindibles en la investigación es la interfaz cerebro-computador

(también conocido como BCI, por sus siglas en inglés), ya que mediante ella se obtuvieron

las bioseñales, evocadas mediante est́ımulos auditivos, que sirvieron posteriormente como

insumo para el algoritmo de reconocimiento de emociones. El dispositivo BCI empleado en

este trabajo fue el Emotiv® EPOC+®6, el cual ha sido utilizado en otras investigaciones

([2], [7], [30], [32], [41], [31]) y cuyo desempeño para actividades de investigación cient́ıfica

fue evaluado en [1], con resultados satisfactorios.

Tabla 3-5.: Caracteŕısticas del dispositivo Emotiv EPOC.

Categoŕıa Caracteŕıstica

Resolución de la señal - 14 electrodos/canales + 2 referencias

- Taza de muestreo: 2048 Hz internos reducidos a 128 Hz o 256 Hz

Ancho de banda - 0.16 Hz a 43 Hz

- Filtrado incorporado

Conectividad - Inalámbrico (Bluetooth Smart)

- Inalámbrico (propietario)

Tipo de contacto Almohadillas de fieltro con solución salina

Compatibilidad - Mac OS X

- MS Windows

- Android (aplicaciones de visualización)

- iOS (aplicaciones de visualización)

Como motivación adicional para la elección de este dispositivo, además del trabajo cient́ıfico

ya mencionado, se puede destacar su enfoque hacia la comunidad ((gamer)) y, recientemente,

cient́ıfica (presionando al fabricante a construir un dispositivo preciso y fácil de emplear),

la accesibilidad de este aparato tanto en su precio como en los canales de distribución. La

tabla 3-5 destaca las principales caracteŕısticas del EPOC+.

6El dispositivo Emotiv® EPOC+® y sus caracteŕısticas en detalle pueden ser consultadas en

https://www.emotiv.com/epoc/
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Figura 3-2.: Imagen de referencia para el reporte de evocaciones emocionales[3]

3.4.2. Prueba de autovaloración

Como medio de medición de la emoción evocada en los/as participantes en la experimentación

se empleó el sistema ((Self-Assessment Manikin)) (SAM), utilizado en psicoloǵıa para realizar

este tipo de mediciones en humanos. Este sistema hace una cuantificación sobre tres variables

en una escala predeterminada por los investigadores. Estas tres variables son la intensidad,

la valencia y la dominancia [3]. Esta prueba se emplea conforme lo explicado en el plan

de recolección de información y su objetivo es obtener el autorreporte de parte de cada

participante tras su exposición a cada uno de los respectivos est́ımulos auditivos. Aśı, el/la

reportante elige un valor sobre cada una de las dos dimensiones de la imagen mostrada en

la figura 3-2. Sólo se emplean dos dimensiones dado que son estas sobre las que radica el

interés para su posterior representación mediante el ya mencionado modelo circumplejo de

Russell [43]: la valencia y la agitación.

3.4.3. Audios

Para obtener los audios utilizados como est́ımulos en el experimento se realizó una búsqueda

de conjuntos de datos (audios/piezas musicales) ya construidos. Es esta búsqueda se iden-

tificaron tres conjuntos de utilidad para el trabajo aqúı desarrollado —cabe mencionar que

se encontraron otros conjuntos, pero estos empleaban est́ımulos audiovisuales o de habla

humana— en la medida en que se basan en audios o piezas musicales. Estos conjuntos están

descritos en la tabla 3-6. Estos conjuntos corresponden a la base de datos IADS (Interna-

tional Affective Digitized Sounds)7 [4], la base de datos NTWICM (Now That’s What I Call

7Disponible a través de un formulario publicado en el sitio web

https://csea.phhp.ufl.edu/media/iadsmessage.html. Consultado el 21 de enero de 2020



3.4 Medios y técnicas de experimentación 29

Music)8 [46] y la Emotional Sound Database (ESD)9 [17], obtenidos de trabajos académicos

de investigación en etiquetado de emociones.

Tabla 3-6.: Caracterización de los conjuntos de datos de audio.

Caracteŕıstica IADS NTWICM ESD

Origen/Fuente Universidad de Flori-

da

Björn Schuller Björn Schuller

Descripción Base de datos de

est́ımulos acústicos

etiquetados en una

escala emocional.

Registro etiquetado de

la compilación musical

((Now That’s What I

Call Music!)), del Rei-

no Unido, hasta el año

2010.

Registro etiquetado

de piezas de audio ob-

tenidas manualmente

mediante el motor

FindSounds.com.

Disponibilidad

de audios

Están incluidos en

el conjunto de da-

tos. Audios de 6s de

duración.

No están incluidos en

el conjunto de datos.

Pueden obtenerse en

www.nowmusic.com o

consultarse en servi-

cios de difusión mu-

sical (como Deezer o

Spotify)

No están incluidos en

el conjunto de datos.

Pueden consultarse li-

bremente y de forma

gratuita en el motor

www.findsounds.com.

Cantidad de

muestras

167 2648 390

De este conjunto de fuentes disponibles se optó por elegir la IADS puesto que la accesibilidad

a este conjunto es lo suficientemente abierta, tanto al registro de etiquetas como a los audios

etiquetados en śı. Dicho acceso fue tramitado con la organización que lo custodia y se obtuvo

el permiso de uso para la presente investigación.

Como se menciona en la tabla 3-6, el conjunto de datos IADS contiene 167 audios, sin em-

bargo no se utilizaron todos ellos; se realizó una selección sobre dichos audios que permitió

agrupar seis (6) audios por cada emoción seleccionada. Esta selección se llevó a cabo eje-

cutando un algoritmo de agrupamiento basado en la distancia euclidiana para determinar

aśı a qué emoción (de entre las seis elegidas) pertenece cada audio. Se eligieron los audios

8Disponible en el sitio web http://openaudio.eu/NTWICM-Mood-Annotation.arff. Consultado el 21 de

enero de 2020
9Disponible en el sitio web http://www.openaudio.eu/Emotional-Sound-Database.csv. Consultado el 21 de

enero de 2020
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Figura 3-3.: Etiquetas/IDs de audios seleccionados desde la IADS
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con base en su error cuadrático medio. La distancia es medida tomando como centroide el

ángulo de cada una de las seis emociones seleccionadas previamente (lo cual requirió trabajar

sobre coordenadas polares). Aśı, se construyó una matriz de distancias entre el ángulo de

cada audio y cada centroide. Finalmente se tomaron los seis audios más cercanos a cada

centroide.

De estos seis audios se separó uno para ser empleado en el procedimiento de ambientación o

prueba, previo a la captura de las señales, el cual es explicado en el plan para la recolección

de información.

3.4.4. Laboratorio

Dadas las caracteŕısticas del procedimiento de captura de las señales electroencefalográficas,

fue requerido el uso de un espacio en el cual se pudiera contar con el mayor aislamiento

acústico y visual posible, de forma que se redujera toda distracción y se evitara ruido en

las señales capturadas. Para tal fin se empleó el área de pruebas del Laboratorio de Neuro-

ciencia Cognitiva y Comunicación de la Facultad de Medicina de la Universidad Nacional de

Colombia, con la venia de la docente Maŕıa Fernanda Lara, a cargo de dicho laboratorio al

momento de realizar los procedimientos experimentales. El montaje del experimento en las

instalaciones del laboratorio se encuentra esquematizado en la figura 3-4. Las siguientes son

las caracteŕısticas del laboratorio que son pertinentes a esta investigación:

Iluminación natural

Aislamiento acústico moderado

Aislamiento visual controlado

Espacio cerrado estructuralmente

Instrumentación suficiente para las necesidades el montaje experimental

3.4.5. Plan para la recolección de información

El plan para la recolección de información consistió en un procedimiento separado en cuatro

etapas aplicadas a cada uno/a de los/as participantes, a saber:

1. Preparación de instrumentos: Preparación de los instrumentos a utilizar a lo largo

de la ejecución del protocolo de recolección de información.

a) Verificación de dispositivo BCI: encendido, conectividad, bateŕıa, electrodos.

b) Cargue de audios: Verificación del audio compuesto y carga en el reproductor de

audio.
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Figura 3-4.: Esquema del montaje experimental para la captura de las bioseñales EEG.
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c) Software SAM: Verificación funcionamiento y puesta en marcha del servidor y el

cliente.

d) Sistema de sonido: Comprobación del funcionamiento y ajuste de potencia de

salida.

e) Ambiente: Acondicionamiento de las caracteŕısticas del laboratorio (luz, acústica).

f ) Documentación: Verificación de disponibilidad de los formatos de consentimiento

y de instrucciones.

2. Preparación de participantes: Preparación de las personas participantes en el ex-

perimento para adelantar el debido procedimiento de captura de datos.

a) Comunicación de instrucciones al participante:

Inducción sobre el estudio.

Explicación formulario de consentimiento.

Explicación del procedimiento:

• Reducción de movimientos corporales.

• Ojos abiertos mirando marcador en pantalla.

• Audición est́ımulos (tiempos).

• Clasificación afectiva mediante cuestionario SAM (tiempos).

Preguntas.

b) Montaje BCI: Disposición del BCI sobre la superficie craneal de cada participante.
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c) Ejecuciones de prueba: Capturas de prueba de un audio por emoción con el/la

participante para realizar graduaciones según la persona y para que se ambiente

al procedimiento.

3. Procedimiento de captura: Especificación del procedimiento de obtención de las

bioseñales estimuladas mediante audios

a) Audios: Se requiere de audios para neutralización emocional y de audios emocio-

nalmente sesgados.

Audios neutros: 1 x 5s (instrucción de clasificación del audio a seguir).

Audios sesgados: 5 x emoción x 6s.

b) Imagen: Se requiere de una imagen de referencia e imágenes de gúıa.

Imagen de referencia: Una cruz blanca en el medio de la pantalla de fondo

negro. Se visualiza durante el audio sesgado.

Imagen gúıa de inicio: Texto indicando al (la) participante que debe escuchar

el siguiente audio (blanco sobre negro).

Imagen gúıa de final: Texto indicando al (la) participante que debe clasificar

el audio previo (blanco sobre negro).

c) Esquema general: Estructura del procedimiento iterativo de estimulación auditiva,

captura y clasificación afectiva del audio. El esquema del procedimiento se puede

ver en la figura 3-5.

d) Software:

Reproductor de video.

Software de captura de EEG crudas.

Software SAM.

Software de ofimática.

e) Hardware:

BCI.

Computador personal.

Tablet.

Aud́ıfonos con cancelación o aislamiento de ruido.

4. Procedimiento de cierre: Especificación del procedimiento de conservación de datos

y agradecimiento a participantes.
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Figura 3-5.: Esquema general de procedimiento iterativo de estimulación, captura y eva-

luación de los audios

10s6s5s

Neutro Sesgado Silencio

8s7s4s

Guía Inicio Cruz referencia Guía final

2s

Audio

Pantalla

Muestra 1 Muestra 2 Muestra k Muestra 30... ...

a) Retención de datos: Los datos obtenidos, en cuanto señales EEG, serán almace-

nadas en archivos de Valores Separados por Comas (CSV por sus siglas en inglés)

y Formato de Datos Europeo (EDF por sus siglas en inglés). Por su parte, los

datos obtenidos, en cuanto a autovaloraciones SAM, serán retenidos en una base

de datos relacional para su posterior análisis. Se espera publicar los datos EEG

(anonimizados) bajo algún modelo de licencia copyleft.

b) Agradecimiento a participantes: Se explica a los participantes el procedimiento

a seguir por parte de los investigadores y se toma su correo electrónico para

compartirle los resultados una vez terminada la investigación.

3.5. Obtención de bioseñales EEG

Para obtener las bioseñales EEG que conforman el corpus de muestras utilizado en la fase

de implementación del algoritmo de identificación de emociones, se ejecutó el plan de reco-

lección de información descrito en la sección 3.4.5. Para ello se contactaron varias personas

interesadas en participar voluntariamente en el procedimiento, se seleccionaron aquellas que

cumplieron las condiciones expuestas en la subsección 3.3.1.

La tabla 3-7 muestra los detalles de los voluntarios y voluntarias que participaron en el

procedimiento. Este conjunto de participantes se sometió al esquema expuesto en la figura 3-5

en el laboratorio descrito en la subsección 3.4.4. En cada sesión se utilizaron los instrumentos

descritos en la tabla 3-8, según lo esperado.

Para cada uno de los 14 sujetos listados se obtuvieron dos bioseñales: la primera derivó del

procedimiento de prueba, en tanto la segunda se obtuvo del procedimiento objetivo. Ambas

bioseñales fueron retenidas según lo definido en el plan de recolección de información, con

su respectivo respaldo en medios secundarios, pero sólo las segundas fueron empleadas en el

procesamiento y posterior diseño del algoritmo de identificación de emociones.
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Tabla 3-7.: Caracterización de los participantes.

Sujeto Edad Sexo Patoloǵıa neurológica

Sujeto 1 29 Masculino No reporta

Sujeto 2 35 Femenino No reporta

Sujeto 3 30 Masculino No reporta

Sujeto 4 23 Masculino No reporta

Sujeto 5 35 Masculino No reporta

Sujeto 6 30 Femenino No reporta

Sujeto 7 24 Femenino No reporta

Sujeto 8 23 Femenino No reporta

Sujeto 9 23 Masculino No reporta

Sujeto 10 23 Masculino No reporta

Sujeto 11 27 Femenino No reporta

Sujeto 12 32 Masculino No reporta

Sujeto 13 28 Femenino No reporta

Sujeto 14 32 Femenino No reporta

3.6. Pre-procesamiento de las bioseñales: primer fase del

algoritmo

Las señales EEG, recolectadas durante el procedimiento de obtención de bioseñales descrito

previamente, requirieron de un procesamiento posterior a su obtención y anterior al pro-

cesamiento requerido para la identificación de emociones. Desde el software empleado para

realizar la lectura de las bioseñales se exportó un archivo EDF y un archivo CSV y se trabajó

sobre ellos realizando el procedimiento descrito a continuación.

3.6.1. Limpieza de archivos exportados

El primer procedimiento consistió en descartar la información no requerida para el presente

trabajo en los archivos exportados desde la herramienta EmotivPRO10. La tabla lista la

información obtenida desde la fuente y la información tanto considerada como la descartada.

La información considerada se limitó a los voltajes de los electrodos del dispositivo BCI, entre

tanto se descartó información como lecturas del giroscopio, marcadores y valores de calidad

individuales.

10Herramienta provista por el fabricante del dispositivo BCI y disponible en

https://www.emotiv.com/emotivpro/. Consultado el 21 de enero de 2020
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Tabla 3-8.: Caracterización de los instrumentos.

Tipo Instrumento Descripción

Reproductor de

video

VLC 3.0.3 Reproductor de video multiplataforma y de código abier-

to con un amplio soporte a múltiples codecs de audio y

video

Software de cap-

tura de EEG

EmotivPro Plataforma privativa de captura de señales EEG provis-

ta, mediante una renta mensual, por la empresa produc-

tora del dispositivo BCI utilizado en esta investigación

Software SAM Sambo Web y

Sambo App 0.1

Plataforma de captura de autovaloraciones SAM. Fue

diseñada e implementada durante el proyecto y como re-

querimiento previo para poder iniciar las capturas de las

señales EEG. La primera es una aplicación web de ges-

tión y la segunda es la aplicación para Android mediante

la cual se obtienen las autovaloraciones reportadas por

los y las voluntarias

Software de

ofimática

Libre Office 5.3 Suite ofimática de código abierto mediante la cual se

puede trabajar sobre documentos de texto, hojas de

cálculo, presentaciones y gráficos vectoriales

BCI Emotiv EPOC+ Interfaz Cerebro-Computador que permite capturar

señales EEG crudas sobre la superficie craneal. Sus es-

pecificaciones son las que se aprecian en la tabla 3-5

Computador

personal

Dell N4010 y

Asus K45VD

Equipos de cómputo utilizados para emitir el video con

los est́ımulos auditivos y servir la aplicación Sambo Web

(Asus con GNU/Linux) y para capturar las señales EEG

(Dell con MS Windows). Sus especificaciones técnicas

pueden ser consultadas en los sitios web de los fabrican-

tes.

Tablet Asus S8 P01MA Dispositivo móvil con sistema operativo Android sobre

el cual se ejecutó la aplicación Sambo. En este sistema el

participante realizó las autovaloraciones SAM para cada

est́ımulo

Aud́ıfonos

con cancela-

ción/aislamiento

de ruido

Sony

MDRXB50AP

Aud́ıfonos tipo “in-ear” con sistema de aislamiento de

ruido utilizados para la transmisión de los est́ımulos au-

ditivos a los participantes
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3.6.2. Aplicación de filtros

Sobre los datos de voltaje derivados del proceso descrito en la subsección previa se requirió

realizar un filtrado con el objetivo de remover artefactos no deseados. En una primera ins-

tancia se extrajo el desplazamiento de corriente directa (DC Offset) la cual es introducida

por el dispositivo BCI durante la lectura de voltaje en cada canal y corresponde a aproxima-

damente 4200µV. Tal como se explica propiamente en el manual del dispositivo, se realizó

la sustracción de la mediana del total de muestras de cada canal al valor de cada muestra.

Este procedimiento ubica la señal de cada canal al rededor del valor 0 para el voltaje.

La sustracción del desplazamiento de corriente directa puede insertar ruido en frecuencias

inferiores a los 0.16Hz, según lo especificado por el fabricante del dispositivo. Para remover

este ruido se diseñó un filtro paso alto con frecuencia de corte deseada de 0.16Hz y ancho

de banda del 20 % de la frecuencia de corte. En el diseño del filtro se utilizó la ventana de

Blackman, tal como se define en la expresión 3-2, la cual presenta buena atenuación de banda

de parada. El filtro diseñado, tomando en cuenta la aplicación de la ventana de Blackman al

filtro ideal, el cual está basado en la función sinc definida en la expresión 3-1, se construye

el kernel como se muestra en la expresión 3-3 el cual fue posteriormente normalizado con

el fin de garantizar la unidad de ganancia (este concepto hace referencia a la restricción de

unidad al calcular la sumatoria de todos los coeficientes del filtro). Aśı, se obtuvo el filtro

paso bajo, mostrado en la expresión 3-4, previo para el diseño del filtro paso alto.

sinc(x) =
sin(πx)

πx
(3-1)

w[i] = 0,42− 0,5 cos(2πi/M) + 0,08 cos(4πi/M) (3-2)

h[i] = 2fcsinc(2fc(i−M/2))

[
0,42− 0,5 cos

(2πi

M

)
+ 0,08 cos

(4πi

M

)]
(3-3)

hnormalizado[i] = h[i]/
M∑
i=0

h[i] (3-4)

Hasta este punto se teńıa un filtro paso bajo, de manera que se procedió a multiplicar

todos los valores del filtro por −1 y a sumar una unidad al punto medio del filtro, en un

procedimiento conocido como inversión espectral. Aśı se obtuvo finalmente el filtro paso alto

requerido, representado en la figura 3-6, implementado en Python y aplicado a cada uno de

los 14 canales de los 14 sujetos.
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Figura 3-6.: Diseño del filtro paso-alto a 0.16Hz
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Figura 3-7.: Obtención de fragmentos estimulados

Fragmento 2
(emoción Y, estímulo y1)

10s6s5s

Neutro Sesgado Silencio
Audio

10s6s5s

Neutro Sesgado Silencio

Fragmento 1
(emoción X, estímulo x1)

Señal EEG
Canal n
Sujeto i

3.6.3. Extracción de fragmentos estimulados

Al terminar el proceso de filtrado se teńıan señales cuya duración superaba los diez minutos

y que conteńıan información tanto de los periodos estimulados como de los periodos de neu-

tralización. Esto requirió de una extracción de aquellos fragmentos de cada señal que estaban

contenidos entre el inicio de un est́ımulo y la finalización del mismo, es decir, fragmentos de

6 segundos (o 1536 puntos, dada la frecuencia de muestreo de 256Hz). Cada fragmento se

etiquetó con la emoción evocada/esperada y se almacenó en un directorio, de un sistema de

archivos ext4, por cada sujeto. El esquema que ilustra este procedimiento se aprecia en la

figura 3-7. En este procedimiento se obtuvieron 420 muestras o series de tiempo, cada una

etiquetada con una emoción esperada o presumida.

3.6.4. Selección de muestras

Todos los fragmentos correspondientes a espacios de tiempo en los que el sujeto recibió el

est́ımulo auditivo debeŕıan contener información sobre la emoción evocada (es decir, una

emoción esperada o presumida). Sin embargo, para asegurar que esto fuera cierto se hizo ne-

cesario contrastar la emoción esperada en la pieza de audio (est́ımulo) y la emoción reportada

por el sujeto mediante el registro SAM. El procedimiento para realizar esta comparación y

selección se ilustra en la figura 3-8 y es descrito a continuación.

Extracción de datos SAM

Los datos SAM se obtuvieron de la base de datos en la cual se almacenaron durante el

procedimiento de obtención de las señales de EEG. De alĺı se utilizaron las variables valencia

e intensidad, cuyo valor transita en el rango de 1 a 9. En la figura 3-9 se visualiza el conjunto

de datos SAM con una varianza de ±0,2 en cada punto con el fin de que fuera posible ver la

densidad.



40 3 Aprovisionamiento de la materia prima: el conjunto de datos

Figura 3-8.: Procedimiento de selección de muestras

Emoción n esperada
Muestras
positivas

Muestras
negativas

Emoción n reportada

Filtro

Muestra m Matriz de probabilidades
(basado en distancias)

Resultados
SAM

Distancia

IADS

Diseño del filtro de muestras

Se diseña un filtro basado en la distancia de la muestra a cada uno de los n centroides fijos.

Siendo la distancia máxima posible el valor máximo de una muestra en ambas dimensiones

menos el valor mı́nimo, se toma esta como probabilidad nula de pertenencia a una clase

y la distancia con valor 0 como la probabilidad máxima de pertenencia a una clase. Aśı,

la probabilidad de pertenencia de una muestra a una clase o grupo es la sustracción a la

probabilidad total, que es 1, de la distancia normalizada (entre 0 y 1) de dicha muestra al

centroide de la clase.

Pm,c = 1−
√

(xc − xm)2 + (yc − ym)2

dmax

(3-5)

donde dmax es la distancia máxima posible en el conjunto de datos, es decir

dmax =
√

(∆dmax
valencia)

2 + (∆dmax
intensidad)2 (3-6)

Finalmente, se decide si la muestra es válida si la probabilidad de pertenecer a su etiqueta

se encuentra dentro del umbral de probabilidad definido. Es decir, el filtro está definido de

la siguiente manera:

Fm,c =

{
1 si Pm,c > µ

0 en otro caso
(3-7)

donde µ es el umbral definido de pertenencia de una muestra a una clase.

Para el problema en particular aqúı definido, se tuvo que dmax =
√

128 y se definió 0.6 como

valor para µ.
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Figura 3-9.: Conjunto de datos SAM
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Figura 3-10.: Conjunto de emociones escaladas

Descarte de muestras negativas

En el proceso de descarte de las muestras negativas, las cuales son aquellas muestras que

no cumplen con el umbral establecido en el filtro descrito previamente, se tomaron como

centroides de cada emoción la representación bidimensional de Russell, pero con sus longitu-

des ajustadas al rango de valores que toman los registros SAM obtenidos, rango de valores

enteros que oscila entre 1 y 9. En la figura 3-10 se puede apreciar la representación de estas

emociones en la escala definida. Posteriormente, tomando estos centroides como referencia

se creó una matriz de distancias de cada registro SAM a cada uno de los 6 centroides. Esta

matriz de transformó en una matriz de probabilidad empleando la ecuación 3-5 para cada

punto. Como paso final, sobre esta matriz de probabilidad se ejecutó el filtro definido en 3-7

y se obtuvieron las muestras negativas y, por complemento, las muestras positivas. Estos dos

conjuntos se pueden ver en la figura 3-11. El total de muestras negativas descartadas ascen-

dió a 60, por lo cual el número de muestras (series de tiempo) finalmente seleccionadas fue

de 360, del un total de 420 series de tiempo etiquetadas con su respectiva emoción esperada.

3.6.5. Incremento de la cantidad de muestras

En la medida en que un corpus de 360 elementos puede considerarse como pequeño, se

analizaron varias estrategias para incrementar la cantidad de muestras disponibles sin tener

que recurrir a más capturas de bioseñales con más participantes, pues este último es un

proceso costoso en cuanto al tiempo requerido para llevarlo a cabo (entre otros recursos); se
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Figura 3-11.: Conjunto de emociones positivas/negativas
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debe tomar en cuenta el tiempo de ejecución experimental, el tiempo de gestión de recursos

(como el laboratorio y mantenimiento del dispositivo de captura), el tiempo en resguardo y

procesamiento de la información, entre otros. Ahora bien, cabe aclarar que un número de

muestras no muy alejado de las 360 muestras obtenidas estaba pensado desde que se inició

el procedimiento experimental, pues dada la cantidad de voluntarios y voluntarias que se

teńıa presupuestado, y la cantidad de emociones a evaluar y audios a utilizar, una cantidad

entre 240 y 480 series de tiempo era lo esperado. Esta cantidad es suficiente para avanzar en

el proceso de clasificación de señales, sin embargo el hecho de tener tan pocos datos inclina

las métricas de validación del modelo de clasificación hacia valores con una alta varianza,

ya que bajo estas condiciones, en lo concerniente a la cantidad de muestras disponibles, el

modelo encuentra mayor dificultad en su tarea de lograr generalizar el comportamiento de

los datos y los patrones alĺı presentes. Por este motivo se contempló el incremento sintético

de datos como una opción válida de cara a la reducción de la varianza.

El método utilizado aqúı para incrementar la cantidad de muestras se conoce como Window

Slicing [10]. Este consiste en partir en varias porciones (slice) la serie de tiempo original

y etiquetarlas con la misma clase de la señal original y estas porciones son posteriormente

utilizadas para entrenar el clasificador [14]. Con este método se pasa de tener un numero n

de muestras o series de tiempo, a tener un número qn, donde q es la cantidad de porciones

que se obtienen de cada señal original. Dicho valor está determinado por el tamaño de la

porción, el cual es un parámetro para el procedimiento; si cada señal está compuesta por N

muestras, y se decide que el tamaño de la porción es N
q

, se obtendrán de alĺı q porciones por

señal mediante una ventana wi = [(i − 1)(N
q

), i(N
q

)], donde i ∈ {1, 2, . . . , q} y N, q ∈ N, de

manera que la ventana se desplaza a lo largo de la serie de tiempo extrayendo las porciones

definidas.

Ahora bien, en este trabajo se contempló, adicionalmente al porcionamiento de la señal,

un solapamiento de cada ventana con la intensión de evitar la pérdida de patrones, que

pueden ser determinantes, por cuenta de la segmentación abrupta en cada punto i(N
q

); se

asumió que el solapamiento conserva en mayor medida los patrones inmersos en la señal

o serie de tiempo y, a su vez y de forma colateral, permite aumentar aun más el número

de muestras disponibles. Para conseguir este propósito, se definió una ventana de la forma

wi = [1
2
(i − 1)(N

q
), 1

2
(i + 1)(N

q
)], donde i ∈ {1, 2, . . . , 2q − 1} y N, q ∈ N. Como se puede

deducir de la ventana, el solapamiento corresponde a la mitad del tamaño de la ventana, de

forma que cada porción posee la mitad de las muestras de la porción previa y la mitad de las

muestras de la porción posterior. Esto se puede ver en la figura 3-12. Para el caso particular

de este trabajo, se consideraron ventanas de 1 segundo gracias a que la tasa de muestreo de

la señal (256Hz) fue lo suficientemente alta para contener en 1 segundo todas las frecuencias

necesarias. Aśı, dado que las series de tiempo constitutivas de los fragmentos estimulados,

es decir, las muestras obtenidas de las señales EEG completas por participante, tienen 6

segundos de duración, se obtuvieron 11 porciones por cada muestra original, generando 11
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Figura 3-12.: “Window Slicing” aplicado a las muestras de 6 segundos
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nuevas muestras por fragmento. De esta forma, el cuerpo de datos se incrementó de 360

muestras de 6 segundos a 3960 muestras de 1 segundo (o 256 puntos).



4. Confeccionando el núcleo: proceso de

clasificación

Culminada la fase de procesamiento y organización de los datos obtenidos a partir de las

señales EEG (series de tiempo) y obtenido el insumo requerido para la fase subsiguiente, se

procedió a definir el procedimiento de entrenamiento y clasificación que permitiera tomar

nuevos datos EEG emocionalmente sesgados (y auditivamente estimulados) y categorizarlos

dentro de alguna de las clases de interés de este trabajo: felicidad, asombro, temor, tristeza,

aburrimiento o relajamiento. Este procedimiento involucró el análisis de métodos de clasifi-

cación previamente empleados en trabajos similares a este con el fin de seleccionar el método

que ofreciera los mejores resultados o, incluso, de considerar alguno aun sin aplicar en este

campo de estudio el cual pudiera ofrecer resultados similares a los ya obtenidos por estos

otros métodos empleados con anterioridad. Involucró, además, una etapa de procesamiento

de los datos con el objetivo de extraer de ellos las caracteŕısticas más representativas, que a

su vez seŕıan elementos de entrada para la posterior etapa de implementación del clasificador.

Todo este trabajo realizado se describe en los siguientes apartados.

4.1. Análisis de métodos de clasificación previos

En trabajos reportados previamente en la literatura, en los que se ha abordado la identifica-

ción de emociones partiendo de señales electroencefalográficas, han sido empleados métodos

de clasificación que han servido de referencia para evaluar el método, o conjunto de méto-

dos, de clasificación de emociones siguiendo el propósito a apoyar los objetivos del presente

trabajo. A continuación, se relacionan los métodos comúnmente empleados en esta tarea y

algunos resultados obtenidos, teniendo en mente la salvedad que tales resultados vaŕıan de

acuerdo a múltiples factores involucrados en cada trabajo.

4.1.1. Análisis discriminante lineal y Análisis discriminante cuadrático

El Análisis Discriminante Lineal (LDA, por sus siglas en inglés) y el Análisis Discriminante

Cuadrático (QDA, por sus siglas en inglés) son dos discriminadores que tienen el mismo

origen y objetivo, pero utilizan un modelo distinto para poder abarcar problemas diferentes.

Ambos son utilizados en tareas de clasificación. Estos asumen que las clases a discriminar

se encuentran distribuidas normalmente, pero el primero asume que la covarianza de cada
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clase es idéntica, mientras que el segundo estima una matriz de covarianza para cada clase

o etiqueta. Su objetivo es encontrar una combinación de caracteŕısticas (lineal en el caso del

primero, cuadrática en el caso del segundo) que permita separar dos o más clases de eventos.

Empleando este método ha sido posible obtener tasas de exactitud de clasificación de, por

ejemplo, 74,522 % [34] (para cuatro emociones) o tasas de desempeño (relación correctamente

clasificados / total de clasificados) de 97,4 % para la dimensión de intensidad y 94,9 % para

la valencia [2] (evaluando emociones en los cuatro extremos del modelo bidimensional de

representación de las emociones).

Ventajas

Es un método sencillo de entender y utilizar; permite construir modelos sencillos fácil-

mente implementables.

Es una solución suficiente en un amplio número de escenarios en los cuales puede no

requerirse de modelos más complejos.

El tiempo de evaluación de nuevas muestras es destacablemente rápido.

Desventajas

La efectividad resultados de clasificación de estos métodos dependen directamente de

que la distribución estad́ıstica de las clases sea normal.

LDA es un método no aplicable a problemas no lineales; sus resultados como clasificador

tienden a ser pobres en tales escenarios.

No es un método recomendable cuando se cuenta con pocas muestras.

4.1.2. Perceptrón multicapa

Los Perceptrones Multicapa son redes neuronales artificiales de alimentación hacia adelante

que contienen al menos tres capas (una capa de entrada, una capa oculta y una capa de

salida) y cuyas funciones de activación son no lineales. Empleando esta técnica como herra-

mienta de clasificación de emociones a partir de señales EEG se han obtenido exactitudes

de clasificación de 69,69 % [29], utilizando el Índice de Potencia de Alpha Frontal como ca-

racteŕıstica, o incluso de 81,52 % [28], utilizando Asimetŕıa diferencial, Asimetŕıa racional

y Densidad de espectro de potencia como caracteŕısticas. Para ambos casos la exactitud

corresponde a la evaluación de cuatro emociones.
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Ventajas

En similaridad con otros tipos de redes neuronales, no se requiere de modelos previos

para realizar los entrenamientos del Perceptrón Multicapa; este tiene la capacidad de

manifestar aprendizaje autoadaptativo.

En consecuencia con el anterior literal y dado su concepto intuitivo y análogo al dominio

biológico, este enfoque presenta la posibilidad de realizar una implementación sencilla

del mismo para la gran mayoŕıa de problemas a resolver.

Los Perceptrones Multicapa cuentan con la capacidad para clasificar datos linealmente

no separables.

Una de sus caracteŕısticas es la habilidad de procesar la información en paralelo.

Desventajas

No se cuenta con teoŕıa generalizada que permita definir la estructura de la red del

perceptrón multicapa; cantidad de capas y tamaño de las mismas (cantidad de neuronas

por capa). Esto requiere de pericia de quien realiza la implementación y, en ocasiones,

pruebas de fallo y error.

No es posible explicar el comportamiento o modelo construido por la red en su entre-

namiento; ésta recibe entradas y produce resultados.

4.1.3. C4.5

C4.5 es una técnica de clasificación que emplea los árboles de decisión y la entroṕıa de la

información para construir un modelo de aprendizaje a partir de datos de entrenamiento.

Esta ha sido una de las técnicas más comúnmente utilizadas en mineŕıa de datos. Por ejemplo,

C4.5 ha sido utilizado en tareas de clasificación de piezas musicales estresantes y de piezas

musicales relajantes, con base en anotaciones obtenidas mediante análisis de señales EEG y

construyendo un modelo para cada sujeto [5].

Ventajas

Para la aplicación de esta técnica no se requiere de clases discretas, como ocurŕıa con

su antecesor ID3.

Puede manejar de forma aceptable la carencia de datos.

Realiza un proceso de podado del árbol de decisión construido eliminando ramas que

contribuyen en menor medida a la decisión, de forma que mitiga el sobre-entrenamiento.
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Desventajas

Es un algoritmo lento en comparación con algoritmos que tienen una efectividad simi-

lar, como C5.0.

4.1.4. K-ésimos vecinos más cercanos

Los K-ésimos Vecinos más Cercanos es un sencillo algoritmo de clasificación y regresión. Éste

consiste, cuando es empleado como clasificador, en la predicción de la clase de una muestra

acorde a la clase de sus k vecinos más cercanos (donde k suele ser pequeño). Exactitudes

de 79,144 % [34] y 86,75 % [33] (trabajando sobre la dimensión de “valencia” del plano

bidimensional), han sido obtenidas utilizando este método en tareas de reconocimiento de

emociones.

Ventajas

Es un algoritmo intuitivo en su comprensión.

Tiene la capacidad de clasificar múltiples clases (clasificador multiclase).

Presenta un rápido procesamiento computacional.

Desventajas

Algoritmo de aprendizaje perezoso: la aproximación de la función es local.

La efectividad del algoritmo depende del valor de k seleccionado; se requiere de la

experticia de la persona que lo implementa o bien de procedimientos de prueba y

error.

La métrica de clasificación incide en la efectividad si, por ejemplo, la distribución de

las clases está sesgada.

4.1.5. Máquinas de vectores de soporte

El uso de las Máquinas de Vectores de Soporte (SVM, por sus siglas en inglés) ha resultado ser

un método frecuentemente utilizado para tareas de clasificación de emociones. Esta técnica

consiste en la generación de un hiperplano que separa las clases empleando vectores de

soporte por clase que determinan el margen entre cada clase y el hiperplano, el cual debe ser el

máximo posible [19]. Algunos resultados presentan porcentajes de exactitud en clasificación

de algunas emociones desde 73,10 % [33] hasta 82,29 % [28], 85,41 % [19], 86,67 % [53] o

92,57 % [30].
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Ventajas

Las Máquinas de Vectores de Soporte presentan una estabilidad destacable, en el sen-

tido en que un pequeño cambio en los datos no introduce mayor impacto sobre el

hiperplano en aquellos casos en que se ha seleccionado un apropiado grado de genera-

lización a través de sus parámetros.

Al hacer uso de un kernel, es posible trabajar de forma eficiente con datos no lineales

(lo cual ha hecho que el uso de esta técnica sea común en los estudios de identificación

de emociones).

Presenta un buen tiempo de respuesta al entrenamiento y bajos costos en el uso de

recursos de cómputo cuando los conjuntos de datos son pequeños.

Las Máquinas de Vectores de Soporte ofrecen una única solución, a diferencia, por

ejemplo, de las redes neuronales las cuales pueden producir soluciones basadas en

mı́nimos locales.

Desventajas

Se debe elegir una función kernel, lo cual puede no ser sencillo para todos los problemas.

La interpretación del modelo puede ser más compleja que el de otras técnicas de cla-

sificación que presentan resultados cercanos (en cuanto a medidas de precisión).

El costo en recursos de cómputo y el tiempo de entrenamiento escalan rápidamente con

conjuntos de datos muy grandes; en tales condiciones puede ser mejor utilizar Deep

Learning.

4.1.6. Máquinas de aprendizaje extremo

Las Máquinas de Aprendizaje Extremo (ELM, por sus siglas en inglés) son redes neuronales

prealimentadas (feed-forward, en inglés) con una o múltiples capas de nodos ocultos selec-

cionados de forma aleatoria e inmutables. Los pesos de tales nodos son aprendidos en un solo

paso. Su desempeño suele ser superior al aportado por otros métodos, como las Máquinas

de Vectores de Soporte, como por ejemplo lo evidencia el trabajo de Yohanes, Ser y Huang

[53], en donde un clasificador de ELM obtuvo medidas de exactitud de hasta 89,33 % iden-

tificando muestras correspondientes a Tristeza, casi tres puntos porcentuales por encima de

los resultados obtenidos con SVM.

Ventajas

Las Máquinas de Aprendizaje Extremo ofrecen un entrenamiento destacablemente rápi-

do.
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Aunque el entrenamiento llevado a cabo es muy rápido, el desempeño se mantiene

cercano al obtenido con técnicas como las Máquinas de Vectores de Soporte o técnicas

de Propagación hacia atrás.

Desventajas

Al tener una única capa de abstracción, las Máquinas de Aprendizaje Extremo no

pueden llevar a cabo aprendizaje profundo sin tener que hacer crecer excesivamente su

capa de abstracción.

Pueden caer fácilmente en el sobre-entrenamiento.

Presentan problemas de soluciones obtenidas en mı́nimos locales.

4.2. Extracción de caracteŕısticas

El primer insumo requerido para iniciar el proceso de clasificación es un conjunto de carac-

teŕısticas bien definido proveniente de los datos adquiridos en la fase experimental. Estas

caracteŕısticas hacen referencia a un listado de propiedades que describen el conjunto de

datos obtenido con antelación de una forma más elaborada que simplemente una serie de

voltajes presentes en la escala del tiempo, pretendiendo buscar valores diferenciadores de

una señal EEG a otra.

4.2.1. Definición de caracteŕısticas a obtener

Las caracteŕısticas disponibles sobre las señales eléctricas son múltiples y su selección en

trabajos en esta área ha sido variada, como se vio en el análisis de los métodos de clasificación

previos. De este conjunto de caracteŕısticas se identificaron plenamente dos grupos de los

cuales se tomaron subconjuntos de caracteŕısticas empleados en este trabajo:

Caracteŕısticas lineales: En este grupo de caracteŕısticas se enmarcan aquellas que

son convencionales en el ámbito de las señales eléctricas y que suelen obedecer a des-

criptores estad́ısticos de comportamiento lineal. Estas caracteŕısticas incluyen, pero no

están limitadas a, la media, los picos máximos y mı́nimos, la varianza, la asimetŕıa,

entre otras.

Caracteŕısticas no lineales: Dadas las propiedades no lineales y no estacionarias de

las señales electroencefalográficas [21] se tomaron en cuenta caracteŕısticas de la señal

que se ajustan mejor a esta clase de propiedades. En particular estas caracteŕısticas

hacen referencia a los coeficientes de la Transformada Discreta Wavelet, tomando como

ond́ıcula madre una ond́ıcula de la familia de ond́ıculas de Daubechies y, por otro lado,

a la dimensión fractal de Higuchi.
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Para el proceso de selección del grupo de caracteŕısticas lineales que fueron tomadas de las

señales EEG se emplearon tres enfoques, aśı:

1. Selección basada en métodos de filtrado: primero se planteó un proceso de selec-

ción de caracteŕısticas basado en la correlación entre caracteŕısticas mediante el método

de Pearson (γxy). Este método obtiene una matriz de coeficientes en la que cada valor

corresponde a la razón entre la covarianza entre dos caracteŕısticas y el producto de las

desviaciones estándar de cada uno de las dos variables. A continuación, el coeficiente

de correlación utilizado (ajustado a su representación para un estad́ıstico muestral):∑
xiyi −Nxy

(N − 1)σxσy

donde xi y yi son las caracteŕısticas que se desean correlacionar. N es la cantidad de

muestras y σx y σy son sus desviaciones estándar, respectivamente.

2. Selección basada en métodos de envoltorio: se planteó en segunda medida un pro-

ceso de selección de caracteŕısticas mediante Eliminación Recursiva de Caracteŕısticas

[15] empleando un modelo de regresión loǵıstica.

3. Selección basada en antecedentes bibliográficos: finalmente se planteó la selec-

ción de un pequeño conjunto de caracteŕısticas con base en los trabajos desarrollados

previamente en esta área; se utilizaron las caracteŕısticas frecuentemente empleadas en

trabajos similares:

Valor máximo de amplitud (máximo global)

max(y)

Valor mı́nimo de amplitud (mı́nimo global)

min(y)

Media

1

N

N∑
i=1

xi

Mediana

(N + 1)/2, si N es par

(xN
2

+ xN
2
+1)/2, si N es impar

Desviación estándar √∑N
i=1(xi − x)2

N
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Varianza

1

N

N∑
i=1

(xi − x)2

Índice de asimetŕıa de Fisher

1

N

∑N
i=1 (xi − x)3

σ3

Coeficiente de curtosis
1

N

∑N
i=1 (xi − x)4

σ4
− 3

En lo que concierne a las caracteŕısticas no lineales, tras evaluar la Transformada de tiempo

corto de Fourier (STFT por sus siglas en inglés), las Transformada Discreta Wavelet (DWT

por sus siglas en inglés) y la Dimensión Fractal, se optó por emplear estas dos últimas

dados los resultados positivos obtenidos mediante estas técnicas en análisis de señales no

estacionarias, según lo señala la literatura [53] [6] [34] [36] [21] [47] [18].

Para el procedimiento de descomposición de la señal en el cálculo de la Transformada Discreta

Wavelet, se tomó como ond́ıcula madre la señal db4 utilizada por Murugappan en [36] lo cual

permitió descomponer la señal EEG en seis (6) bandas. Por su lado, la Dimensión Fractal se

calculó mediante el método de Higuchi [18], utilizado en trabajos como los desarrollados por

Kesić, [20], Smits [47] o Olejarczyk [38]. Este último trabajo se tomó como referencia para

definir el valor del parámetro k en la ecuación del cálculo de la longitud de la curva. Por lo

tanto, dicho valor, utilizado en este trabajo, es 16.

Finalmente, para el caso de ambos grupos de caracteŕısticas se realizó una selección de los

electrodos más significativos mediante un análisis de aquellos que más caracteŕısticas apor-

taban a la parte alta del ranking surtido de los tres enfoques de obtención de caracteŕısticas.

4.2.2. Implementación del extractor de caracteŕısticas

La extracción de las caracteŕısticas definidas en el apartado anterior conllevó una imple-

mentación en el lenguaje de programación Python que, mediante el uso de libreŕıas abier-

tas y codificadas en este lenguaje, permitió transformar los datos crudos, previamente pre-

procesados, paso por paso, creando nuevos conjuntos de datos en cada uno de estos pasos,

hasta obtener los conjuntos de caracteŕısticas definitivos. El proceso en su generalidad fue

implementado en un Notebook de Jupyter1 (con kernel Python 3) que documentó todos los

detalles. Las libreŕıas utilizadas son las siguientes:

1Herramienta de creación de documentos con texto descriptivo, código en vivo, gráficos y ecuaciones. Ver

https://jupyter.org/. Consultado el 10 de septiembre de 2019
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NumPy: Paquete de Python con todas las operaciones fundamentales para el trabajo

en computación cient́ıfica2. Fue utilizado para realizar los distintos cálculos requeridos

en el proceso de implementación.

Pandas: Libreŕıa de Python de herramientas de análisis de datos de alto desempeño3.

Esta libreŕıa se utilizó para manipular los conjuntos de datos: carga, transformación y

almacenamiento.

Plotly: Paquete de herramientas de trazado interactivo de gráficas 2D y 3D4. Las

gráficas producidas durante el proceso de extracción de caracteŕısticas (gráficos de

series de tiempo, correlación, entre otros) fueron creadas mediante este paquete.

TSFresh: Libreŕıa de Python de obtención automática y profusa de caracteŕısticas

sobre series de tiempo5. Esta libreŕıa permitió obtener rápidamente un amplio conjunto

de 65 caracteŕısticas a partir de las series de tiempo representadas en la bioseñal EEG

de cada electrodo de cada muestra.

Scikit-Learn: Paquete de herramientas implementado en Python enfocado en tareas

de aprendizaje de máquina6. Se empleó este tipo de paquete en esta fase de la in-

vestigación para poder implementar la selección por método de envoltorio, utilizando

para tal fin el método de Eliminación Recursiva de Caracteŕısticas[15] y un modelo de

regresión loǵıstica.

HFDA: Implementación del Análisis de la Dimensión Fractal de Higuchi7. Esta API

se utilizó para calcular la Dimensión Fractal de la bioseñal EEG de cada electrodo por

cada muestra.

PyWavelets: Paquete de Python diseñado para procesar la Transformada Wavelet8

conforme explican Gregory Lee y compañ́ıa [26]. Fue empleado en la obtención de

los coeficientes de la Transformada Wavelet tomando la ond́ıcula db4 como ond́ıcula

madre.

4.2.3. Extracción de caracteŕısticas de las bioseñales

Como se mencionó con anterioridad, el procedimiento de extracción de caracteŕısticas se

implementó sobre un Notebook de Jupyter. En este documento se siguió el orden mostrado

en la gráfica 4-1 para implementar cada etapa del proceso mediante ejecución de código en

2Ver https://github.com/numpy/numpy. Consultado el 15 de septiembre de 2019
3Ver https://pandas.pydata.org/. Consultado el 15 de septiembre de 2019
4Ver https://github.com/plotly/plotly.py. Consultado el 15 de septiembre de 2019
5Ver https://github.com/blue-yonder/tsfresh. Consultado el 16 de septiembre de 2019
6Ver https://github.com/scikit-learn/scikit-learn. Consultado el 16 de septiembre de 2019
7Ver:https://github.com/hiroki-kojima/HFDA. Consultado el 16 de septiembre de 2019
8Ver https://github.com/PyWavelets/pywt. Consultado el 16 de septiembre de 2019
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Figura 4-1.: Ĺınea de trabajo seguida durante el proceso de extracción de caracteŕısticas
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el lenguaje Python, tomando como insumo las señales de los 14 electrodos de cada muestra

y produciendo archivos CSV con los datos transformados según la etapa en ejecución.

Inicialmente se obtienen 65 caracteŕısticas, mediante el módulo TSFresh, para los 360 con-

juntos de series de tiempo del conjunto disponible de señales EEG (cada uno compuesto por

14 señales: una por electrodo). Esto devino en un conjunto de datos con 11118 dominios

y 360 registros, donde los dos primeros dominios corresponden a la emoción asociada a la

señal, o clase, y al consecutivo de la muestra para dicha clase. Este tamaño de columnas se

debe, por un lado a que cada caracteŕıstica se obtiene para cada una de las 14 bioseñales de

cada muestra, y, por otro lado, a que algunas caracteŕısticas están compuestas por múlti-

ples valores (coeficientes o parametrizaciones). Sin embargo, se decidió prescindir de algunas

caracteŕısticas en la medida en que aportaban una gran cantidad de valores pero que no

presentaban interés en el objetivo del trabajo, ya que no se encontraron antecedentes que

permitieran suponer un aporte de estas caracteŕısticas en la identificación de emociones, o
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bien, porque seŕıan calculadas posteriormente mediante otra libreŕıa, como fue el caso de

los coeficientes de la Transformada Wavelet. Finalmente el listado de columnas se redujo a

2466.

Selección por método de filtrado

Como primer paso en el proceso de extracción de caracteŕısticas se hizo un filtrado de ca-

racteŕısticas calculando la matriz de correlación de Pearson para todas las caracteŕısticas

disponibles. Sobre esta matriz se seleccionaron únicamente aquellas caracteŕısticas que pre-

sentan una correlación inferior al umbral ±0,15 (definido arbitrariamente con el objetivo

de obtener las 20 caracteŕısticas menos correlacionadas), de forma que quedan seleccionadas

aquellas con baja correlación. En la figura 4-2 se puede apreciar la matriz de correlación entre

las 20 caracteŕısticas obtenidas para el umbral definido. Algunas de estas caracteŕısticas son

la Enerǵıa Absoluta para AF3, Cantidad de Valores sobre la Media para AF3, Primer Ubi-

cación del Valor Máximo para AF3, Valor Medio de la Aproximación Central de la Segunda

Derivada para AF4, Autocorrelaciones Parciales para AF3, AF4, F4, entre otros.

En segunda instancia se realizó un filtrado de acuerdo al nivel de significancia tomando

como medición para ello el valor p asociado a cada caracteŕıstica. El valor seleccionado

como umbral para el filtro fue de 0,05, de modo que todas las caracteŕısticas cuyo valor p

sea inferior a este umbral, fueron tomadas en cuenta como significantes. Esto arrojó como

resultado 38 caracteŕısticas seleccionadas entre las que se encuentran la Primer Ubicación

del Mı́nimo Valor de F8 y AF3, la Última Ubicación del Mı́nimo Valor de F8 y AF3, el

Cambio de la Media para P8, la Media de FC5 y su suma de valores, entre otros.

Selección por método de envoltorio

Adicional al método de filtrado para realizar la selección de las caracteŕısticas, se empleó

el método por envoltorio para contrastarlo con el primer método y métodos subsiguientes

a utilizar. En el caso del método por envoltorio, este consiste en utilizar un modelo de

clasificación contra el cual se evalúa la precisión que las caracteŕısticas aportan para la

predicción de la clase y se seleccionan aquellas que arrojan un mejor puntaje sobre esta

medida. Como se mencionó con anterioridad, para este ejercicio se utilizó la Eliminación

Recursiva de Caracteŕısticas empleando un modelo de regresión loǵıstica. La Eliminación

Recursiva de Caracteŕısticas es un método que mediante un proceso de recursión permite

eliminar los conjuntos de caracteŕısticas que menos contribuyen a la predicción de la clase o

valor objetivo, de acuerdo al criterio de clasificación definido por el modelo, que en este caso

fue un modelo de Regresión Loǵıstica.

Tras la ejecución del algoritmo de Eliminación Recursiva de Caracteŕısticas, en el cual se

asignó el puntaje correspondiente a cada caracteŕıstica, se optó por seleccionar las 10 carac-
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Figura 4-2.: Matriz de correlación de las 20 caracteŕısticas menos correlacionadas

teŕısticas con mejor puntaje, dentro de las cuales se encuentran la Varianza de AF4, la Suma

de Todos los Valores de F4 y FC6, la Suma Absoluta de Cambios de O1 y O2, entre otros.

Selección basada en antecedentes bibliográficos

Un conjunto importante de caracteŕısticas a tener en cuenta son aquellas que han sido

utilizadas en trabajos previos, es decir, en la bibliograf́ıa existente sobre el tema que le

concierne a este trabajo. Como se sugirió algunas subsecciones más atrás, estas caracteŕısticas

son las siguientes:

Valor máximo de amplitud (máximo global)

Valor mı́nimo de amplitud (mı́nimo global)

Media

Mediana

Desviación estándar

Varianza

Índice de asimetŕıa de Fisher

Coeficiente de curtosis

En el archivo contenedor de todas las caracteŕısticas se seleccionaron estas 8 para todas las

muestras y todos los canales, cuyo producto fue almacenado en un nuevo archivo.
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Figura 4-3.: Diferentes niveles de descomposición de una señal EEG AF3
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Transformada Discreta Wavelet

La implementación de la Transformada Discreta Wavelet sobre el conjunto de datos se realizó

empleando la libreŕıa PyWavelets y la ond́ıcula db4 como ond́ıcula madre, como se refirió con

anterioridad. La descomposición de cada señal devenida de esta ond́ıcula madre se muestra

en la tabla 4-1; alĺı se puede ver que se generan 6 niveles, constitutivos de 6 bandas de

frecuencia. Los registros obtenidos tras la ejecución del proceso de extracción de este conglo-

merado de coeficientes se almacenó en archivos CSV empleando dos criterios: en el primero,

la información se retuvo de forma tal que a cada canal le correspondió un registro, obteniendo

matrices de 14 filas (canales) por 1570 columnas (total de coeficientes por señal) para cada

emoción; entre tanto, en el segundo criterio, se retuvieron los datos de forma que en cada

registro se contuvieron todos los coeficientes de todos los canales de la muestra espećıfica

(pareja emoción - participante).

Tabla 4-1.: Descomposición de la señal mediante db4

Nivel Tamaño Nombre Banda

cA5 54 Coeficientes de aproximación de quinto

nivel

Delta (0Hz - 4Hz)

cD5 54 Coeficientes de detalle de quinto nivel Theta (4Hz - 8Hz)

cD4 102 Coeficientes de detalle de cuarto nivel Alpha (8Hz - 14Hz)

cD3 198 Coeficientes de detalle de tercer nivel Beta (14Hz - 32Hz)

cD4 389 Coeficientes de detalle de segundo nivel Gamma (32Hz - 64Hz)

cD1 771 Coeficientes de detalle de primer nivel Ruido (64Hz - 128Hz)

Un ejemplo de la descomposición de una señal AF3 se puede apreciar en la figura 4-3.

Dimensión Fractal por método de Higuchi

La implementación del cálculo de la Dimensión Fractal empleando el método de Higuchi fue

materializada mediante la libreŕıa HFDA, de Python. Esta implementación, como bien lo

dictamina la teoŕıa, requirió la definición del parámetro kmax para poder obtener valores de

la Dimensión Fractal acordes a la señal sobre la cual se está trabajando. Dado que no existe

un procedimiento fuertemente establecido para determinar el valor del parámetro kmax [20],

en este trabajo se tomaron como referencia los resultados obtenidos por Olejarczyk [38],

quien evaluó varios valores para este parámetro encontrando que tales valores tend́ıan a

estabilizarse en un valor máximo de kmax igual a 16 para señales EEG con muestreo de

256Hz.

Los valores de la dimensión fractal fueron calculados para todas las muestras bajo la para-

metrización antes señalada y sus valores fueron almacenados en archivos CSV. A modo de



60 4 Confeccionando el núcleo: proceso de clasificación

ejemplo, la figura 4-4 muestra los valores de la dimensión fractal para los 14 sujetos y las 6

emociones sobre los electrodos AF3 y F8.

Selección definitiva de caracteŕısticas

Una vez realizado el proceso de extracción de caracteŕısticas y contando con sus respectivos

valores en archivos planos, se procedió finalmente a establecer el conjunto definitivo de ca-

racteŕısticas. Este fue un conjunto reducido respecto al total de elementos obtenidos durante

el proceso toda vez que lo reportado en la literatura indica que el proceso de clasificación

o predicción de emociones puede llevarse a cabo con un subconjunto de electrodos. En la

figura 4-5, tomada del trabajo de 2010 de Yuan P. Lin y compañ́ıa [28], se pueden visualizar

las zonas de electrodos con mayor puntaje de acuerdo a su incidencia en la clasificación de

emociones; son estos electrodos los que mayor información aportan al proceso. En ella se

puede ver que las principales zonas son la frontal y la parietal.

Para seleccionar los electrodos cuyas caracteŕısticas fueron señaladas como candidatas al

conjunto definitivo buscado, y en consonancia con lo identificado en la literatura previa, se

realizó un análisis simple de densidad de caracteŕısticas aportadas por canal/electrodo al

conjunto obtenido. Los resultados se pueden ver en la tabla 4-2. Alĺı se puede evidenciar que

se presenta una correlación entre lo encontrado en este análisis sencillo y lo reportado en otras

investigaciones y resumido en la figura 4-5. Por este motivo, se optó por utilizar el grupo

de 3 principales pares de electrodos frontales, que en su conjunto presenta el mayor puntaje

en el análisis aqúı realizado y que concuerda con los resultados reportados en trabajos como

las adelantados por Lin y otros en 2010 [28] o Jatupaiboon y compañ́ıa en 2013 [19]. Tales

pares de electrodos son: AF3-AF4, F3-F4 y F7-F8.

Por otro lado, en el caso particular de la Transformada Discreta Wavelet, se decidió utilizar

únicamente aquellos coeficientes correspondientes a las bandas Alpha, Beta y Gamma, las

cuales reportan mayor relación en la valencia emocional que las bandas bajas (Theta y

Delta) [19], como se puede ver en la figura 4-6, por tal motivo se utilizaron únicamente los

coeficientes D2, D3 y D4.

Bajo este marco, se consolidaron en un archivo plano todas las caracteŕısticas extráıdas de

los datos brutos procesados, obteniendo aśı 4242 caracteŕısticas en total para cada muestra

(pareja emoción-sujeto), agrupando los seis canales seleccionados y, en el caso de la Transfor-

mada Wavelet, sólo las caracteŕısticas (coeficientes Wavelet) correspondientes a las bandas

Alpha, Beta y Gamma.

4.3. Construcción del modelo de clasificación

Ya definido el cuerpo de datos que constituye la entrada para el modelo clasificador de nuevas

muestras en el grupo de emociones objetivo, se avanzó hacia la definición e implementación
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Figura 4-4.: Valores de la dimensión fractal para AF3 y F8
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Figura 4-5.: Influencia emocional registrada por electrodos en la superficie craneal. Toma-

das de [28] y [19]

Figura 4-6.: Influencia emocional registrada por las bandas EEG. Tomada de [19]
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Tabla 4-2.: Análisis de caracteŕısticas aportadas por electrodo

Canal Significancia Correlación Envoltorio (RFE) Puntaje

AF3 ·······(7) ··········(10) (0) 17

AF4 ·······(7) ·····(5) ··(2) 14

F3 ··(2) ··(2) (0) 4

F4 ····(4) ··(2) ·(1) 7

F7 ······(6) ·(1) (0) 7

F8 ···(3) ·(1) ·(1) 5

FC5 ··(2) (0) (0) 2

FC6 ·(1) (0) ···(3) 4

T7 ·····(5) (0) (0) 5

T8 (0) (0) (0) 0

P7 (0) (0) ·(1) 1

P8 ·(1) (0) (0) 1

O1 (0) (0) ·(1) 1

O2 (0) (0) ·(1) 1

de este componente final. Para llevar a cabo esta tarea se realizó primero un proceso ex-

ploratorio que involucró varios estimadores comúnmente utilizados en la literatura, algunos

de ellos revisados previamente en este documento, identificando en dicho proceso los esti-

madores con mejor desempeño y optando por seleccionar el mejor candidato de tal grupo

para ensamblarlo como eslabón final en el algoritmo de clasificación. Los hechos que motiva-

ron este abordaje espećıfico de la definición del modelo de clasificación a utilizar, en vez de

simplemente decidirse por aquel modelo con mejores resultados en otros trabajos similares

a este, se pueden ver en la sección de este documento en que se describieron los métodos de

clasificación más comúnmente implementados en la literatura; alĺı se encontró que si bien

los resultados obtenidos presentaban una tendencia particular para cada técnica, estos eran

diversos incluso para una misma técnica, con variaciones en las mediciones de precisión ob-

tenidas en cada caso particular. Esto puede atribuirse en parte a la variedad en los datos

de entrada, ya que cada investigación teńıa su propio cuerpo de datos y conjunto de carac-

teŕısticas propio. Puede, por supuesto, atribuirse también a la parametrización utilizada en

cada estimador para obtener el modelo de clasificación correspondiente.

4.3.1. Preparación de los datos

Como paso previo a la ejecución de las técnicas de clasificación a evaluar, los datos que seŕıan

utilizados en dicho proceso deb́ıan surtir una transformación tanto en su valor como en su

disponibilidad, la cual permitiŕıa obtener mejores resultados para los modelos entrenados,
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Figura 4-7.: Flujo de preparación de datos
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Figura 4-8.: Conjunto de datos no balanceado

de acuerdo a su naturaleza. A continuación, se indica la preparación de los datos y cómo

se llevó a cabo para cada objetivo, preparación que siguió el flujo descrito en la figura 4-7,

donde se puede ver que este se realiza justo antes de que los datos sean entregados a cada

técnica de clasificación.

Balanceo de clases

El primer paso para preparar los datos justo antes de entregarlos al clasificador es verificar

el balance entre sus clases y, en caso de que este balance no esté dado, tomar las medidas

para que el balance sea el mayor posible: contar con clases balanceadas permite que las

métricas de los clasificadores no se inclinen por una u otra clase durante el entrenamiento.

Esta inclinación o sesgo en las métricas de clasificación de las muestras suele darse hacia la

clase más densa dentro del conjunto de datos [9].

Haciendo una alusión a la etapa de extracción de datos en este trabajo, alĺı se realizó un pro-

ceso de selección de las muestras en el cual fueron descartadas todas aquellas cuya anotación

en la prueba SAM (Self-Assessment Manikin) no concordara con la etiqueta del est́ımulo

auditivo. Este proceso generó un desbalance en las muestras disponibles por clase, como

se puede ver en la figura 4-8, donde las clases Felicidad y Temor se tornaron mayoritarias

mientras que Relajación y Aburrimiento son notoriamente minoritarias.
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Ante este escenario, se requirió realizar un balanceo de las clases para que el entrenamiento

de los clasificadores no se viera permeado por sesgos hacia determinadas clases solo por su

densidad dentro del conjunto de datos de entrenamiento. Para conseguir este objetivo se

puede optar por una de varias estrategias:

Reducir las muestras de la(s) clase(s) mayoritaria(s)

Incrementar las muestras de la(s) clase(s) minoritarias(s)

Una combinación de las dos estrategias anteriores

Nitesh Chawla y compañ́ıa [9] proponen una técnica llamada SMOTE (Synthetic Minority

Oversamplig Technique) mediante la cual se incrementa de forma sintética la cantidad de

muestras de las clases minoritarias en el espacio de las caracteŕısticas (y no en el espacio

de los datos). Esta técnica consiste en tomar la diferencia entre un vector de caracteŕısticas

(para este caso, una muestra) y el vector de caracteŕısticas más cercano en su vecindario.

Esta diferencia se multiplica por un valor aleatorio entre 0 y 1 y su resultado se adiciona con

el vector de caracteŕısticas que se tomó como base, generando aśı, sintéticamente, un nuevo

vector de caracteŕısticas que se encuentra en algún punto del segmento lineal trazable entre

los dos vectores tomados para generar el nuevo vector o muestra.

Adicionalmente, los autores proponen que esta técnica sea combinada con un procedimien-

to de reducción de muestras de la(s) clase(s) mayoritaria(s), lo cual tiene un impacto más

positivo en los resultados obtenidos en procedimientos de clasificación que simplemente in-

crementar las muestras o solamente reducirlas. Siguiendo esta recomendación, se realizó la

reducción de las muestras de las clases Felicidad y Temor a 680 muestras e incrementando las

muestras de las clases Aburrimiento, Asombro, Relajación y Tristeza a la misma cantidad de

muestras que las primeras. Esta tarea se realizó empleando la libreŕıa Imbalanced-Learn9, la

cual tiene una implementación del algoritmo descrito por Chawla en [9] para SMOTE. Los

resultados tras la ejecución del proceso se pueden ver en la figura 4-9.

Una de las cŕıticas a SMOTE, realizada por Q. Wen y compañ́ıa en [52], hace referencia a

la posibilidad de que la distribución de los datos se vea afectada tras la aplicación de este

tratamiento de incremento de las muestras. Si bien alĺı no se aclaran las motivaciones para

esta posible desventaja ni la evidencia que la sustente, se hizo aqúı una inspección gráfica de

las densidades de probabilidad antes y después del procedimiento, encontrando que dichas

probabilidades no presentaron alteraciones tanto en el conjunto de datos de entrenamiento

como en el de pruebas, como se puede ver en la figura 4-10 (para sólo 3 caracteŕısticas, pero

con un comportamiento similar para las otras 231 caracteŕısticas).

9Descripción de la libreŕıa y enlace
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Figura 4-9.: Conjunto de datos balanceado

Figura 4-10.: Distribuciones de probabilidad antes y después de SMOTE
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Figura 4-11.: Segmentación estratificada de muestras por clase (entrenamiento/pruebas)

Segmentación del conjunto de datos de prueba

Una vez realizado el balanceo de las clases, se separaron los datos que seŕıan utilizados

como datos de entrada para el entrenamiento y validación del modelo construido de los

datos utilizados posteriormente en el proceso de prueba de dicho modelo. Para ello se realizó

un ordenamiento aleatorio de los datos y se seleccionó aleatoriamente seis conjuntos de

datos, uno por clase, conteniendo el 80 % de muestras por cada clase; dado que las clases se

encuentran balanceadas, la cantidad de muestras seleccionadas para cada clase fue la misma:

544, para un total de 3264 muestras de entrenamiento. Consecuentemente, se extrajo un 20 %

restante de datos para la posterior prueba del algoritmo de clasificación, constituyendo aśı

136 muestras de prueba para cada clase y un total de 816 muestras de prueba para todo el

conjunto de datos. Esta proporción puede verse en la figura 4-11.

Estandarización

Es bien sabido, en el argot del área del aprendizaje de máquina, que un buen grupo de los

algoritmos que hoy hacen parte del catálogo de dicho dominio requieren que los datos que

sean empleados en el entrenamiento se encuentren estandarizados. Esto quiere decir que los

datos deben ser transformados de forma que la desviación estándar a la media del conjunto

de datos sea igual a uno, lo cual regularmente implica que los datos sean escalados para que

tengan una norma unitaria. Esto es muy importante ya que permite que los modelos no se

sesguen en cuanto al peso de las caracteŕısticas utilizadas, particularmente cuando los rangos

de algunas de estas toman valores mucho más amplios que otras.

Para el caso de los datos empleados en este trabajo se optó por emplear un escalamiento

estándar mediante la libreŕıa Scikit Learn (implementada en Python): este consiste en escalar

los datos para que se ajusten a una desviación estándar de uno (1) y a una media posicionada
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en cero (0), lo cual deviene en un conjunto de datos muy cercano a una distribución normal

o gaussiana.

Reducción de caracteŕısticas

Algunos de los algoritmos que fueron evaluados tienen un alto costo computacional en la

medida en que el número de muestras o el número de caracteŕısticas sea elevado. Tal es el

ejemplo de las Maquinas de Vectores de Soporte o del Perceptrón Multicapa. Como se mostró

previamente, el conjunto de datos aqúı construido está compuesto por 3960 muestras y 595

caracteŕısticas, lo cual representa una cantidad suficientemente alta para que algunos de los

algoritmos tomen mucho tiempo de entrenamiento y validación en el proceso de validación

cruzada espećıfico que fue implementado y que se detalla más adelante en este documento.

Por este motivo se decidió realizar una reducción de caracteŕısticas mediante la técnica de

Análisis de Componentes Principales (PCA, por sus siglas en inglés), manteniendo aquellos

componentes que retienen el 95 % de la información contenida en el conjunto de datos.

Para realizar esta reducción en la cantidad de caracteŕısticas, se utilizó la implementación

provista por la libreŕıa Scikit Learn para la técnica de Análisis de Componentes Principales

(PCA, por sus siglas en inglés), y esta fue aplicada a los datos de entrenamiento. Se encontró

que 234 caracteŕısticas (dispuestas en un nuevo espacio de caracteŕısticas diferente al espacio

original, como bien es conocido que es el proceder de PCA) cubŕıan el 95 % de la información

requerida: una reducción del 60.7 % de la caracteŕısticas con una pérdida de solo el 5 % en

la información.

4.3.2. Evaluación de técnicas computacionales de clasificación

Como se comentó en la introducción de la sección, el comportamiento observado en otras

investigaciones, en lo referente a la diversidad en las métricas resultantes, consecuentemente

motivó la decisión de implementar varias técnicas de clasificación para el proceso de selección

de las técnicas de clasificación y comparar los resultados obtenidos para cada una de ellas.

Para dicha comparación, se utilizó el puntaje F1 (F1-score, como se conoce en inglés. No

confundir con la Tasa Máxima Discriminante de Fisher, llamada también “F1” y utilizada

para medir el grado de solapamiento en un conjunto de datos), teniendo en cuenta que esta

métrica representa un balance entre la precisión y la exhaustividad o sensibilidad (conocida

en inglés como recall), es decir, entre la cantidad de muestras clasificadas de acuerdo a su

clase real respecto a las otras muestras clasificadas en la misma clase, sin serlo, y la cantidad

de muestras de determinada clase que fueron clasificadas en conformidad con su clase real

respecto al total de muestras evaluadas. Aśı, el clasificador con el mejor puntaje F1 fue el

modelo seleccionado.

A continuación, se muestran los resultados obtenidos para las técnicas evaluadas, para lo

cual se empleó un procedimiento de validación cruzada estratificada con el 10 % de los datos
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de entrenamiento y 10 particiones distintas; este tipo de validación segmenta los datos de

entrenamiento en 10 grupos compuestos por la misma cantidad de muestras para cada clase,

tomando el 90 % de tales muestras para la construcción del modelo y el 10 % restante para

realizar la validación del modelo entrenado. Adicionalmente, cabe señalar que para cada

una de las técnicas de clasificación se realizó un proceso de evaluación computacional con

variaciones en sus parámetros para encontrar los valores paramétricos que mostraran el mejor

ajuste al modelo.

Análisis discriminante lineal y cuadrático

Para el caso del Análisis Discriminante Lineal, y de la misma manera para el Análisis Dis-

criminante Cuadrático, no se realizaron ajustes a sus parámetros, dada la naturaleza misma

de ambas técnicas. Los resultados obtenidos en la evaluación del modelo entrenado para el

conjunto de caracteŕısticas consolidado se puede ver en las tablas 4-3 y 4-4, respectivamente.

Tabla 4-3.: Métricas de evaluación del Análisis Discriminante Lineal

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 19,602 % 3,218 % 17,431 % 22,630 %

Precisión 19,257 % 3,481 % 17,104 % 22,941 %

Exhaustividad 19,602 % 3,218 % 17,431 % 22,630 %

Puntaje F1 19,270 % 3,237 % 17,214 % 22,454 %

Tabla 4-4.: Métricas de evaluación del Análisis Discriminante Cuadrático

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 26,820 % 4,247 % 24,159 % 30,887 %

Precisión 29,889 % 5,923 % 25,376 % 35,239 %

Exhaustividad 26,820 % 4,247 % 24,159 % 30,887 %

Puntaje F1 26,390 % 4,370 % 23,052 % 30,356 %

Perceptrón multicapa

En el entrenamiento del Perceptrón Multicapa se optimizaron dos parámetros: las capas ocul-

tas (capas dispuestas entre la capa de entrada y la capa de salida) y el valor alpha o penalidad

L2 (parámetro de regularización de la función de pérdida). En cuanto a las capas ocultas

se variaron la cantidad de neuronas y se mantuvieron dos capas, mientras que para el valor

alpha se evaluó un rango entre 0,0001 y 1,0 en escalas de 10, es decir, fueron evaluados 5 valo-

res. Aśı, los parámetros óptimos encontrados son 1) capas ocultas: 49 y 9 neuronas; 2) alpha:
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Figura 4-12.: Valores del puntaje F1 para los parámetros evaluados en el Perceptrón Mul-

ticapa

0,1. Los otros parámetros, no optimizados, son: 1) el algoritmo de optimización en la función

de pérdida, utilizándose para ello el algoritmo de Broyden–Fletcher–Goldfarb–Shanno de

memoria limitada (LBFGS), el cual presenta un comportamiento eficiente para conjuntos de

datos no muy grandes (pocos miles o menos); 2) la función de activación: función identidad

f(x) = x.

Los resultados se pueden ver en la figura 4-12. Los resultados obtenidos en la evaluación

del modelo entrenado para el conjunto de caracteŕısticas consolidado, y con los parámetros

definidos como óptimos, se puede ver en la tabla 4-5.

Tabla 4-5.: Métricas de evaluación del Perceptrón Multicapa

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 20,489 % 4,634 % 17,431 % 25,688 %

Precisión 20,339 % 4,989 % 17,318 % 26,006 %

Exhaustividad 20,489 % 4,634 % 17,431 % 25,688 %

Puntaje F1 20,278 % 4,725 % 17,225 % 25,567 %

K-ésimos vecinos más cercanos

En el caso de la construcción del modelo basado en los K-ésimos Vecinos más Cercanos

se realizó la optimización de la cantidad de vecinos a utilizar como base de la métrica

de clasificación. Este valor k se evaluó para un dominio comprendido entre 1 y 20, con

incrementos de una unidad. El valor óptimo encontrado correspondió a 1 o 2 vecinos. Los

resultados se pueden ver en la figura 4-13. Los resultados obtenidos en la evaluación del

modelo entrenado para el conjunto de caracteŕısticas consolidado, y con los parámetros

definidos como óptimos, se puede ver en la tabla 4-6.
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Figura 4-13.: Valores del puntaje F1 para los parámetros evaluados en los K-ésimos Vecinos

más Cercanos

Tabla 4-6.: Métricas de evaluación de los K-ésimos Vecinos más Cercanos

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 24,801 % 5,328 % 20,183 % 28,746 %

Precisión 24,053 % 5,601 % 19,063 % 28,584 %

Exhaustividad 24,801 % 5,328 % 20,183 % 28,746 %

Puntaje F1 23,755 % 5,211 % 18,978 % 27,946 %

Máquinas de Vectores de Soporte

En el proceso de entrenamiento del modelo de Máquina de Vectores de Soporte fueron

optimizados el coeficiente de regularización y el kernel a utilizar, de un dominio de cuatro

kernels: un kernel lineal 〈x, x′〉, un kernel de función base radial (RBF, por su sigla en inglés)

exp(−γ‖x − x′‖2) para el cual γ = 1/(Nfeatures ∗ σ2
x), un kernel polinomial (γ〈x, x′〉 + r)d

para el cual r = 0 y d = 3 y un kernel de función sigmoide tanh(γ〈x, x′〉 + r) para el cual

r = 0. A su vez, el coeficiente de regularización transitó entre unidades que variaron desde

0,1 hasta 30. En el caso del coeficiente de regularización el valor óptimo encontrado fue 12,

entre tanto el kernel correspondió al kernel de función sigmoide. La función de evaluación

para todos los casos fue uno contra el resto (una clase evaluada contra el resto de clases

como un único conjunto).

Los resultados se pueden ver en la figura 4-14. Los resultados obtenidos en la evaluación

del modelo entrenado para el conjunto de caracteŕısticas consolidado, y con los parámetros

definidos como óptimos, se puede ver en la tabla 4-7.
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Figura 4-14.: Valores del puntaje F1 para los parámetros evaluados en las Máquinas de

Vectores de Soporte

Tabla 4-7.: Métricas de evaluación de las Máquinas de Vectores de Soporte

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 19,235 % 3,715 % 16,820 % 22,018 %

Precisión 19,743 % 4,434 % 16,996 % 23,380 %

Exhaustividad 19,235 % 3,715 % 16,820 % 22,018 %

Puntaje F1 17,453 % 3,692 % 14,757 % 21,154 %

Árboles de Decisión

La implementación de la técnica de Árboles de Decisión mereció la optimización del criterio

de medición de la calidad de las separaciones en dos valores posibles: medición por impureza

de Gini o medición de la entroṕıa. El valor óptimo se obtuvo empleando como medición la

impureza de Gini, aunque la diferencia midiendo la entroṕıa fue irrelevante. Otros valores

asignados, pero no optimizados, fueron 0,0011 para el Costo mı́nimo de la complejidad de

poda (aplicando aśı una poda sobre el árbol que evite el sobre-entrenamiento) y se requirieron

mı́nimo 2 muestras para la separación de los nodos.

Los resultados se pueden ver en la figura 4-15. Aśı mismo, los resultados obtenidos en la

evaluación del modelo entrenado para el conjunto de caracteŕısticas consolidado, y con los

parámetros definidos como óptimos, se pueden ver en la tabla 4-8.

Mapas Auto-Organizados

Si bien los Mapas Auto-Organizados corresponden a una técnica de agrupamiento, la im-

plementación utilizada (SUSI10) permite realizar un procedimiento de clasificación mediante

10SUSI es una libreŕıa de Python que implementa la técnica de Mapas Auto-organizados. Véase

https://github.com/felixriese/susi
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Figura 4-15.: Valores del puntaje F1 para los parámetros evaluados en los Árboles de De-

cisión

Tabla 4-8.: Métricas de evaluación de los Árboles de Decisión

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 20,612 % 4,327 % 18,043 % 25,688 %

Precisión 20,537 % 4,222 % 18,253 % 25,478 %

Exhaustividad 20,612 % 4,327 % 18,043 % 25,688 %

Puntaje F1 20,446 % 4,244 % 17,995 % 25,362 %

la evaluación de la muestra a clasificar dentro del modelo producido en el agrupamiento.

En este caso, los parámetros a optimizar fueron la tasa de aprendizaje y la dimensión del

mapa a construir; el primero se evaluó en un dominio de cuatro valores: 0,01, 0,05, 0,1 y 0,5,

mientras que el segundo contempló dimensiones de 5, 10 y 15 neuronas o nodos (en cada

lado del mapa). Los valores óptimos encontrados para estos dos parámetros fueron 0,01 y 10

nodos, respectivamente.

Los resultados se pueden ver en la figura 4-16. A su vez, los resultados obtenidos en la

evaluación del modelo entrenado para el conjunto de caracteŕısticas consolidado, y con los

parámetros definidos como óptimos, se puede ver en la tabla 4-9.

Los resultados obtenidos para la métrica evaluada (puntaje F1) para cada uno de los cla-

sificadores puede verse en la figura 4-17. Alĺı, puede concluirse que los clasificadores más

destacables, a la luz de la métrica “Puntaje F1”, son el Análisis Discriminante Cuadrático

y los K-ésimos Vecinos más Cercanos. Tomando estos resultados como base, se optó por

emplear el Análisis Discriminante Cuadrático en el algoritmo de clasificación; su Puntaje F1

es 3 % más alto que en el caso de KNN y su varianza es levemente inferior.
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Figura 4-16.: Valores del puntaje F1 para los parámetros evaluados en los Mapas Auto-

organizados

Figura 4-17.: Valores del puntaje F1 para cada uno de los clasificadores evaluados
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Tabla 4-9.: Métricas de evaluación de los Mapas Auto-organizados

Promedio Varianza Valor mı́n. Valor máx.

Exactitud 17,829 % 4,470 % 14,679 % 22,630 %

Precisión 17,951 % 4,719 % 14,580 % 22,734 %

Exhaustividad 17,829 % 4,470 % 14,679 % 22,630 %

Puntaje F1 17,535 % 4,278 % 14,511 % 22,195 %

4.3.3. Implementación del clasificador

En la sección previa se revisó el desempeño de múltiples clasificadores empleando el mismo

grupo de caracteŕısticas y muestras con el fin de evaluar cuál presentaba un mejor compor-

tamiento durante la etapa de entrenamiento y validación. Por lo tanto, puede entenderse

que la implementación del clasificador se llevó a cabo en dicha etapa. Más aún, se realizó

la implementación de todos los clasificadores alĺı evaluados, no solamente la del clasificador

finalmente seleccionado. Alĺı se explicó la parametrización realizada para el entrenamiento

del clasificador y se mostraron los resultados obtenidos en la validación del estimador entre-

nado, listando los valores obtenidos para las métricas de exactitud, precisión, exhaustividad

y puntaje F1, disponibles en la tabla 4-4. Debido a esta revelación anticipada de los deta-

lles de la implementación del clasificador, las siguientes lineas están orientadas a aclarar la

información no mencionada previamente sobre tal implementación.

La implementación del Análisis Discriminante Cuadrático se realizó empleando la libreŕıa

Scikit Learn, especializada en tareas de aprendizaje de máquina, la cual ofrece una API para

este estimador. El modelo implementado en dicha libreŕıa obedece a la siguiente expresión:

logP (y = k|x) = −1

2
log |Σk| −

1

2
(x− µk)tΣ−1k (x− µk) + logP (y = k) + Cst

Esta expresión está definida tomando como base la regla de Bayes y asumiendo tanto una

distribución gausiana de las variables aleatorias, como una matriz de covarianza diferente

para cada clase:

P (x|y = k) =
1

(2π)d/2|Σk|1/2
exp

(
−1

2
(x− µk)tΣ−1k (x− µk)

)

El proceso de maximización de P (y = k|x) es el que permite realizar la clasificación dada la

muestra x.

El entrenamiento de este modelo, consistente en el cálculo de las matrices de covarianza (Σk)

y medias (µk) por clase, se realizó empleando el conjunto de datos preparado tal como se
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indicó previamente en este documento. La validación, realizada mediante validación cruzada

estratificada, arrojó los resultados ya listados en la tabla 4-4.



5. Pasando al tablero: resultados y

evaluación del algoritmo

El camino que llega hasta este estad́ıo del presente trabajo, en el que se mostrarán y anali-

zarán los resultados, ha transitado por varias etapas que han permitido construir parte por

parte, y de forma metodológica, el modelo de clasificación de emociones y el cuerpo de datos

con el cual se probará dicho modelo. Estas etapas son: 1) Diseño experimental, 2) Ejecución

del diseño experimental, 3) Procesamiento de las bioseñales, 4) Extracción de caracteŕısti-

cas, 5) Construcción del modelo de clasificación y 6), en este caṕıtulo, Resultados de la

clasificación de las muestras. Este marco metodológico se resume en la figura 5-1. En ella se

concatena la estructura del algoritmo de clasificación en śı, en sus etapas 3, 4 y 5 y en dos

momentos (lo cual hace que no sea un algoritmo en ĺınea o tiempo real): a) la construcción

del modelo de clasificación y b) la clasificación de nuevas muestras sobre la base del modelo

construido. La construcción del modelo de clasificación requiere ser ejecutada una única vez.

Por otro lado, la clasificación de nuevas muestras se realiza toda vez que se tengan nuevos

datos que se requieran etiquetar en alguna de las emociones cubiertas por el modelo.

El algoritmo, para cubrir estos dos momentos, parte de un conjunto de datos crudos com-

puesto por señales electroencefalográficas; este conjunto, producido en las etapas 1 y 2, es

la información de entrada al algoritmo. Esta información es procesada entonces, en las eta-

pas 3 y 4, para remover ruido en todas las señales, seleccionar los fragmentos con presencia

de est́ımulos emocionales y prescindir de aquellas que reportan una emoción contraria a la

esperada. Una vez se cuenta con un conjunto de datos “limpio” se realiza la extracción de

las caracteŕısticas de los datos, caracteŕısticas representativas que permitirán obtener con

mayor eficacia y eficiencia el modelo de clasificación. Alĺı, durante la extracción de carac-

teŕısticas, se realizó la verificación de los electrodos que más información aportaban para la

discriminación entre una emoción y las otras. Esto con el objeto de trabajar con la mı́nima

cantidad posible de electrodos, entendiendo que, por un lado, no todos son necesarios en

tareas de identificación de emociones y, por otro lado, entre menos electrodos sean reque-

ridos para la tarea convocada en este trabajo, menos complejos y más accesibles serán los

dispositivos tecnológicos requeridos para esta labor. El resultado de esta indagación arrojó

que eran suficientes tres (3) pares de electrodos, a saber: AF3-AF4, F3-F4 y F7-F8, los cuales

están representados en la figura 5-2. Bajo la luz de estos resultados, se trabajó sobre las

caracteŕısticas provistas por las señales electroencalográficas aportadas por estos tres pares
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Figura 5-1.: Marco metodológico de construcción del modelo y clasificación de las muestras
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Figura 5-2.: Electrodos selecionados acorde al sistema internacional 10-20
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Finalmente, se realiza la construcción del modelo de clasificación mediante la implementación

de un estimador/clasificador, la preparación de los datos (estandarización y reducción de

dimensionalidad) y entrenamiento del clasificador. Sobre este modelo se realizó la clasificación

de las nuevas muestras (o muestras de prueba) preseleccionadas. Aśı mismo, sobre él se

podrán realizar las clasificaciones de cualquier otra fuente de nuevas muestras que sigan el

protocolo procedimental aqúı establecido para su captura y procesamiento.

5.1. Análisis de resultados

Ahora bien, en lo que respecta a la implementación realizada en este trabajo, el resultado

de procesar las bioseñales con este algoritmo es un cuerpo de datos de 3960 muestras y

234 caracteŕısticas (señales electroencefalográficas estimuladas auditivamente y debidamente

procesadas) y un modelo de clasificación basado en el Análisis Discriminante Cuadrático y

entrenado con el 80 % de estas muestras disponibles. El 20 % restante de este conjunto de

muestras, el cual fue previamente separado del conjunto total de datos (una segmentación

aleatoria balanceada, como se vio en la sección de preparación de los datos) y que tuvieron
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Figura 5-3.: Ĺıneas de tiempo procedimentales
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la misma preparación que el conjunto de datos de entrenamiento, fue insumo para llevar a

cabo el proceso mediante el cual se adelantó la fase de pruebas del modelo de clasificación.

Este procedimiento final arrojó los resultados visualizados en la tabla 5-1.

Tabla 5-1.: Métricas del conjunto de pruebas

Precisión Exhaustividad Puntaje F1 Exactitud

Aburrimiento 37 % 30 % 33 %

Asombro 21 % 32 % 25 %

Felicidad 23 % 27 % 25 %

Temor 17 % 8 % 11 %

Relajación 41 % 22 % 29 %

Tristeza 24 % 35 % 28 %

Promedio 27,11 % 25,74 % 25,25 % 25,74 %

Estos resultados van en la misma v́ıa que ya trazaban los datos de validación del modelo:

las métricas de clasificación, como el Puntaje F1, se sitúan al rededor de valores del 25 %.

En este caso, correspondiente al valor arrojado por los datos de pruebas, se tiene que esta

métrica (Puntaje F1) alcanzó hasta un 25,25 % en promedio para las 6 clases objetivo. El

valor más alto para esta métrica se presentó en la emoción Aburrimiento, con un 33 %,

mientras que el valor más bajo de presentó para la emoción Temor. Realizado esta revisión

para la métrica de Precisión se puede apreciar que su valor promedio no dista mucho de

valor promedio del Puntaje F1, pues se encuentra tan solo 1,56 puntos porcentuales por

encima. Para esta métrica, a diferencia del Puntaje F1, el valor más alto no se presenta

para la etiqueta Aburrimiento, sino que se da para Relajación, con un 41 %. Sin embargo, en

cuanto al valor mı́nimo śı se mantiene la tendencia: la emoción Temor es la que más pobre

desempeño entrega. Por otro lado, en lo referente a la Exhaustividad, el comportamiento de

las cifras cambia, siendo únicamente la etiqueta Aburrimiento la que mantiene la tendencia

a la alta; todas los demás valores o tienden a un valor contrario (si tienen precisión baja

presentan exhaustividad alta, o si tienen precisión alta presentan exhaustividad baja) o

bien mantiene su tendencia a la baja. Esta inclinación es justamente la caracteŕıstica que el

Puntaje F1 logra capturar: la relación estable entre la Precisión y la Exhasutividad. Por ello

mismo la emoción Aburrimiento presenta el valor del Puntaje F1 más alto para el conjunto

completo de emociones.

Los resultados plasmados en estas métricas tienen consonancia con la representación dis-

ponible en la matriz de confusión producida como resultado de estas pruebas; esta matriz

puede verse en la figura 5-4, saturada en color azul, en la cual las celdas con menor densidad

presentan un color más claro, mientras que las que tienen mayor densidad son más oscuras.
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Figura 5-4.: Matriz de confusión del conjunto de pruebas

En esta matriz se espera una diagonal oscura desde la parte inferior izquierda hacia la parte

superior derecha, lo cual indicaŕıa que la mayor cantidad de etiquetas fueron predichas o cla-

sificadas de acuerdo a su valor (emoción) real o esperado. Sin embargo, para este trabajo y

como se puede ver en la figura 5-4, la saturación se dispersa en varias zonas de la matriz más

allá de la diagonal esperada, de la cual se ve un vislumbre en las etiquetas “Aburrimiento”,

“Asombro”, “Tristeza” y, aún en menor medida que éstas tres anteriores, “Felicidad”. En la

matriz se puede ver que la carga predictiva recae sobre 3 etiquetas: “Asombro”, “Felicidad”

y “Tristeza”. Esto se corresponde con la baja métrica de Precisión para estas tres etiquetas.

Por el contrario, las etiquetas “Relajación” y, sobretodo, “Temor” presentan una carga de

predicción muy baja. Esto compagina con la baja métrica de Exhaustividad obtenida para

estas dos etiquetas, en particular, y para todo el conjunto de etiquetas, en general.

El comportamiento manifestado por las métricas muestra que el algoritmo presenta una

tendencia a clasificar las muestras en la etiqueta correspondiente de acuerdo al entrenamiento

del que este fue objeto, sin embargo los valores obtenidos en las métricas evidencian que el

desempeño del algoritmo es insuficiente para determinar con un alto grado de seguridad que

la etiqueta o emoción asignada a una nueva muestra se corresponde con la emoción real

manifestada en dicha muestra o señal.
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5.2. Análisis comparativo con trabajos previos

Si bien es complicado hacer una comparación precisa con otros trabajos que previamente

han centrado sus objetivos en la identificación de emociones a partir de señales electroence-

falográficas, este apartado asume esta intención conservando suficiente prudencia para evitar

obtener conclusiones descuidadas. Es esta una tarea dif́ıcil de ejecutar en la medida que la

mayoŕıa de estos trabajos previos difieren en las condiciones metodológicas en que se llevaron

a cabo y en las mediciones realizadas. Algunas de estas variaciones son las siguientes, sin

estar limitado a tales:

Uso de fuentes de est́ımulos diferentes a las aqúı utilizadas, bien porque la naturaleza

del est́ımulo es distinta (por ejemplo, la mayoŕıa emplean est́ımulos audiovisuales) o

porque, siendo de la misma naturaleza, el conjunto de est́ımulos utilizados es diferente.

Definición de un conjunto de emociones objetivo (etiquetas) diferente tanto en elemen-

tos seleccionados como en cantidad estudiada

Caracterización del grupo(s) de donantes de las bio señales diferente tanto en cantidad

como en caracteŕısticas poblacionales

Dispositivos de captura de bioseñales de diferentes fabricantes o referencias, o bien, el

conjunto de electrodos utilizado difiere

Estimadores diferentes y diversas implementaciones de tales estimadores en términos

tecnológicos a nivel de software y hardware

Conjunto de caracteŕısticas seleccionadas sobre los datos diferente tanto en elementos

como en cantidad

Tomando las divergencias antes expresadas, se realiza la siguiente comparativa con los tra-

bajos más cercanos a la presente investigación.

5.2.1. Henry Candra et al, 2015

El trabajo de Candra, intitulado “Recognizing emotions from EEG subbands using wavelet

analysis” [6], aborda la problemática de reconocimiento de emociones sobre un conjunto

de cuatro emociones y teniendo como objetivo definir la caracteŕıstica apropiada, entre dos

estudiadas: Enerǵıa de la Transformada Wavelet y la Entroṕıa de la Transformada Wavelet.

El trabajo se apoya en el conjunto de datos DEAP (Dataset for Emotion Analysis using

Electroencephalogram, Physiological and Video Signals) y en el uso de un estimador SVM.

La caracterización y los resultados se pueden ver en la tabla 5-2.
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Este trabajo, si bien emplea la Transformada Wavelet al igual que la presente investigación,

utiliza la ond́ıcula db5 en lugar de db4, empleando solo los coeficientes de detalle para repre-

sentar las 5 bandas de frecuencias; en esta investigación se utilizaron los cuatro coeficientes

de detalle más los coeficientes de aproximación para representar las 5 bandas de frecuencias

de actividad EEG. Si bien los dos trabajos comparten esta base como plataforma para las

caracteŕısticas no lineales, la publicación de Candra lo lleva un poco más allá y no trabaja

sobre los coeficientes directamente, sino que lo hace sobre la enerǵıa y la entroṕıa de es-

tas señales. Por otro lado, la representación emocional seleccionada es más básica que la

aqúı empleada, pues asume una emoción de cada uno de los cuatro cuadrantes del modelo

circumplejo de Russell, lo cual evita solapamientos en la valencia o intensidad entre clases.

5.2.2. N. Jatupaiboon, S. Pan-ngum y P. Israsena, 2013

El trabajo de N. Jatupaiboon, S. Pan-ngum y P. Israsena, intitulado “Emotion classification

using minimal EEG channels and frequency bands” [19], se propuso la clasificación de dos

emociones estimuladas mediante imágenes obtenidas del conjunto de datos GAPED (Gene-

va Affective Picture Database). Las caracteŕısticas tomadas de las señales corresponden a la

densidad espectral de potencia de cada sub-banda obtenida mediante la Transformada Wa-

velet, las cuales fueron pasadas por una estimador SVM. La caracterización y los resultados

se pueden ver en la tabla 5-2.

En esta investigación no se aclara cuál es la ond́ıcula utilizada para obtener la Transformada

Wavelet, pero se sabe que a través de ella se extraen las mismas bandas de frecuencia de las

señales EEG que en esta investigación. Lo destacable del trabajo de Jatupaiboon y compañ́ıa

es la identificación de los electrodos que más influyen en la identificación de emociones, a

pesar de que se basa únicamente en dos estados emocionales: un estado positivo y uno

negativo. Este trabajo y el de Jatupaiboon comparten esta selección de electrodos para

definir el insumo del algoritmo de identificación de emociones.

5.2.3. R. E. J. Yohanes, W. Ser y G. Huang, 2012

El trabajo de Yohanes, Ser y Huang, intitulado “Discrete wavelet transform coefficients

for emotion recognition from EEG signals” [53], utiliza los coeficientes de la Transformada

Wavelet sobre señales EEG obtenidas desde un par de electrodos para clasificar emociones.

Para ello se utilizó la base de datos IAPS (International Affective Picture System) para

obtener las señales EEG y se emplearon dos estimadores: Extreme Machine Learning y

Support Vector Machines. La caracterización y los resultados se pueden ver en la tabla 5-2.

El dispositivo de captura de bioseñales empleado en la investigación de Yohannes y compañ́ıa

tiene un enfoque más cĺınico que el utilizado en este trabajo, sin embargo en ambos casos se

sigue el estándar del sistema internacional 10-20. En lo referente a la Transformada Wavelet,
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no solo utiliza la misma ond́ıcula madre que este trabajo db4, sino que también utiliza 3

ond́ıculas madres más. Aun más, no sólo utiliza la misma ond́ıcula madre, sino que también

propone el uso de los coeficientes de la transformada, además de la densidad espectral de

potencia y la entroṕıa y enerǵıa de cada banda. La diferencia más importante entre estos

dos trabajos es el conjunto de emociones seleccionado; Yohannes y compañ́ıa seleccionaron

solo dos emociones: tristeza y alegŕıa, abordando aśı un problema binario.

5.2.4. M. Murugappan, R. Nagarajan y S. Yaacob, 2010

El trabajo de Murugappan, Nagarajan y Yaacob, intitulado “Classification of human emotion

from EEG using discrete wavelet transform” [36], emplea piezas audiovisuales, tomadas de

la base de datos ISEC (International Standard Emotional Clips), para estimular cuatro

diferentes emociones en las bioseñales EEG. Para extraer las caracteŕısticas de estas señales

se empleó la Transformada Wavelet, siendo estas tomadas como insumo para dos modelos

diferentes: uno basado en los K-ésimos Vecinos más Cercanos y otro basado en el Análisis

Discriminante Lineal. La caracterización y los resultados se pueden ver en la tabla 5-2.

La publicación de Murugappan y compañ́ıa coincide con el presente trabajo en el uso de la

ond́ıcula madre db4 para la descomposición de las señales de tiempo mediante la Transfor-

mada Wavelet. Sin embargo, no se limita al uso de los coeficientes como caracteŕısticas de

entrada para los algoritmos de clasificación, sino que proponen sus propias caracteŕısticas

basadas en la enerǵıa de la señal. Por otra parte, las emociones, el dispositivo BCI y los

algoritmos de clasificación difieren de aquella investigación a esta e, incluso, se utiliza alĺı un

filtro adicional al utilizado en el presente trabajo, con el fin de limpiar de ruido las señales

capturadas: un Filtro Laplaciano Superficial (Surface Laplacian).

5.2.5. M. Murugappan, R. Nagarajan y S. Yaacob, 2009

El trabajo de Murugappan, Nagarajan y Yaacob, intitulado “Comparison of different wavelet

features from EEG signals for classifying human emotions” [34], utiliza material audiovisual

de la base de datos ISEC (International Standard Emotional Clips) para estimular cuatro di-

ferentes emociones en las bioseñales EEG de 20 participantes. Para extraer las caracteŕısticas

de estas señales se emplearon distintas ond́ıculas madre de la Transformada Wavelet, en con-

junto con caracteŕısticas estad́ısticas de tales señales y se entrenaron dos modelos diferentes:

uno basado en los K-ésimos Vecinos más Cercanos y otro basado en el Análisis Discrimante

Lineal. La caracterización y los resultados se pueden ver en la tabla 5-2.

En esta publicación, Murugappan y compañ́ıa se enfocan en identificar qué ond́ıcula madre

de la Transformada Wavelet, de un conjunto de tres ond́ıculas, ofrece un mejor desempeño

en la clasificación de emociones. En este sentido, no utiliza la misma ond́ıcula utilizada en

la presente investigación (db4 ), pero coincide en su uso de la Transformada Wavelet como
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base para las caracteŕısticas que sirven de insumo para el algoritmo de clasificación. Al

igual que en su publicación del 2010, Murugappan tiene como objetivo la clasificación de

cuatro emociones, utiliza K-ésimos Vecinos más Cercanos y Análisis Discrimante Lineal como

estimadores para la clasificación y emplea el laplaciano superficial como un filtro adicional

al utilizado en el presente trabajo, con el fin de limpiar de ruido las señales capturadas.

Los resultados no son tan claros en cuanto a definir un mayor desempeño para alguna de las

ond́ıculas madres seleccionadas, pero son claves en la identificación de KNN como un modelo

de buen comportamiento en esta tarea espećıfica y para las caracteŕısticas utilizadas; esto

se pudo ver también en el presente trabajo, pues KNN presentó el segundo mejor resultado

después del Análisis Discriminante Cuadrático (no evaluado por el equipo de trabajo de

Murugappan).

5.2.6. D. Bos, 2006

El trabajo de Bos, intitulado “EEG-based emotion recognition” [2], describe un procedimien-

to de reconocimiento de 4 emociones, tomando los datos capturados mediante un dispositivo

de 5 electrodos y la estimulación ofrecida por las piezas visuales de las base de datos IAPS

(International Affective Picture System) y las piezas auditivas proporcionadas por la base de

datos IADS (International Affective Digitized Sounds). Los modelos de clasificación emplea-

dos en este trabajo corresponden a tres estimadores FDA (Fisher’s Discriminant Analysis)

binarios lineales, uno para cada categoŕıa del modelo emocional (valencia, intensidad y mo-

dalidad), y fueron alimentados con las señales de cada banda (alpha y beta), las potencias de

tales bandas, la tasa entre bandas y las potencia de la tasa entre bandas. La caracterización

y los resultados se pueden ver en la tabla 5-2.

La publicación de Bos es detallada: desde la contextualización, pasando por la metodoloǵıa

y hasta el proceso de clasificación. Dicho trabajo coincide en su estructura metodológica con

esta investigación. Utiliza también la misma base de datos de est́ımulos para obtener las

señales EEG, aunque la complementa con una base de datos que utiliza imágenes, lo cual

puede reforzar los est́ımulos. Los puntos donde se diferencian estos dos trabajos son, por un

lado, el uso de distintos BCI pero empleando el sistema internacional 10-20; Bos emplea un

dispositivo más especializado. Por otro lado, el conjunto de emociones objetivo de Bos es

inferior y de definición difusa basado en cada cuadrante del modelo emocional bidimensional.

Esto le permitió evaluar por separado cada dimensión de tal modelo, arrojando porcentajes

destacados en sus métricas. Los modelos de clasificación también son diferentes.

5.2.7. Y. Liu, O. Sourina y M. K. Nguyen, 2011

El trabajo de Liu, Sourina y Nguyen, intitulado “Real-time EEG-based Emotion Recognition

and its Applications” [32] propuso un abordaje de reconocimiento de emociones en tiempo

real basado en la dimensión fractal de las señales EEG capturadas, las cuales fueron a su
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vez estimuladas mediante audios extráıdos de la base de datos IADS (International Affective

Digitized Sounds). El modelo construido corresponde a un estimador jerárquico basado en

umbrales del valor de la dimensión fractal: 3 niveles para la intensidad (en el modelo bidi-

mensional de Russell) y 2 niveles para la valencia. El desplazamiento de la ventana (de 1024

unidades) con un solapamiento de 99 % y la velocidad de evaluación de la dimensión fractal

les permitió a los investigadores trabajar en tiempo real. La caracterización se pueden ver

en la tabla 5-2.

La publicación de Liu y compañ́ıa fue una influencia importante en la inclusión de la Di-

mensión Fractal de Higuchi en este trabajo, por cual esta es su principal coincidencia. En

aquel trabajo esta caracteŕıstica se emplea para lograr el objetivo de clasificar en tiempo

real las emociones. Aqúı, esta se utiliza para tomar en cuenta las caracteŕısticas no lineales

de las señales EEG que podŕıan verse obviadas por las caracteŕısticas estad́ısticas calculadas

sobre la bioseñal, en particular si esta se hace directamente sobre el dominio del tiempo.

Si bien en su primer experimento Liu utiliza piezas musicales para estimular las emociones

(lo cual no coincide con los estimulantes aqúı empleados), en su segundo experimento śı

utiliza la IADS, empleada en este trabajo como estimulante para las bioseñales. Finalmente,

en la investigación de Liu se tienen también como objetivo seis emociones, aunque estas

no se abordan con un modelo de aprendizaje de máquina. Los investigadores alĺı quedan

satisfechos con los resultados y su aplicación en problemas de la vida real (creación de un

avatar emocional, terapia musical y reproductor musical basado en emociones), aunque no

aclarasen los resultados de las métricas de desempeño de su algoritmo.
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6. Retrospectiva y perspectiva

En esta sección, a modo de finalización del trayecto hasta aqúı recorrido, se presentan re-

trospectivamente las conclusiones más destacables tanto sobre la meta como sobre el camino

recorrido para llegar a ella; los resultados obtenidos y el proceso de desarrollo de la estructura

metodológica que llevó a tales resultados. Aśı mismo, se presenta una perspectiva del trabajo

por hacer de acuerdo a lo aprendido durante el perfeccionamiento del trabajo expuesto en

los caṕıtulos anteriores.

6.1. Conclusiones

El trabajo realizado a lo largo de la presente investigación transitó a través de las distin-

tas fases metodológicas que afrontaron los propósitos planteados al iniciar este estudio. Aśı,

en un primer momento, fue posible obtener un conjunto de datos de señales electroencefa-

lográficas el cual recoge un grupo de seis emociones, correspondiente a la cantidad máxima

conocida [32] que se ha utilizado en este tipo de trabajos. Como se vio en el caṕıtulo Aprovi-

sionamiento de la materia prima: el conjunto de datos, este artefacto logró erigirse mediante

un dispositivo Emotiv® EPOC+®, la participación voluntaria de 14 personas con distin-

tas caracteŕısticas, un laboratorio de fonoaudioloǵıa (que permitiera garantizar un ambiente

insonorizado y con adecuadas condiciones de iluminación), una base de datos de audios

etiquetados (International Affective Digitized Sounds), un sistema de auto-reporte de emo-

ciones constituido por dos aplicaciones: una aplicación web de gestión y una aplicación móvil

(construcciones propias) y equipos de audio y cómputo. Este conjunto de datos resultante

está compuesto por 360 fragmentos de series de tiempo (señales EEG) de 6 segundos estimu-

lados con alguna de las 6 emociones objetivo. Este podŕıa considerarse como el conjunto de

datos base sobre el cual se podŕıa realizar cualquier otro trabajo investigativo o aplicativo.

Dadas las dificultades evidenciadas para poder obtener un conjunto de datos existente para

esta investigación, lo cual llevó a la necesidad de construir uno propio (con su respectivo

alto coste en tiempo y recursos), y al ambiente abierto que suele (y debe) imperar en el

ámbito académico y de producción de conocimiento, se plantea la posibilidad de publicar

este producto en un repositorio apropiado para tal fin con una licencia abierta, lo cual seŕıa

un aporte pequeño pero valioso a la comunidad académica y cient́ıfica.

En un segundo momento, y contando con el cuerpo de señales electroencefalográficas propio

previamente construido, se consiguió avanzar en el diseño e implementación de un algorit-
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mo cuyo objetivo fue la clasificación del conjunto de seis emociones elegido para el estudio.

Para ello se realizó con éxito una integración secuencial entre varios componentes, cada uno

produciendo la entrada del siguiente: 1) procesador de las bioseñales (filtros, normalización,

selección de muestras), 2) extractor de caracteŕısticas y 3) clasificador de bioseñales. La medi-

ción de desempeño del algoritmo en su totalidad fue determinada por métricas comúnmente

utilizadas, como lo son la precisión promedio, la exhaustividad promedio, el puntaje F1 pro-

medio y la exactitud, de forma que se tuviera la capacidad de realizar un análisis comparativo

entre los resultados aqúı obtenidos y otros estudios, tomando como punto de encuentro tales

métricas.

Aunque cada componente y su integración fue implementada en un mismo lenguaje de pro-

gramación, la ejecución de cada componente es independiente: están integrados por sus

salidas y entradas (datos), más no por su tiempo de ejecución. El motivo para que esta

integración haya sido planteada de esta forma está fundamentado en los altos tiempos re-

queridos para el procesamiento de datos; pasos como el filtrado de las señales, la extracción

de caracteŕısticas o el entrenamiento de algunos estimadores tomaron varias horas, de forma

que hacer un algoritmo con un único tiempo de ejecución hubiera contribuido a tener un

trabajo más dispendioso en la tarea concreta de construir cada componente.

En cuanto a los resultados obtenidos a la luz de las métricas empleadas, estos se mostraron

consistentes: las diferencias entre la precisión y la exhaustividad estuvieron entre el 4 y 1l

11 %, exceptuando el caso de la emoción “Relajación”, la cual tuvo una diferencia del 19 %

entre estas dos métricas, duplicando la una a la otra. Aśı mismo, la diferencia entre el prome-

dio de estas métricas y la exactitud fue de 1.86 puntos porcentuales. A pesar de contar con

esta estabilidad, los indicadores obtenidos presentaron un valor inferior al umbral esperado;

apenas superaron, en su promedio, los 25 puntos porcentuales, los cuales son insuficientes

para adelantar un proceso clasificatorio de las muestras seleccionadas. Si bien las métricas

arrojaron valores cercanos entre los distintos indicadores (como se mencionó previamente),

algunos destacaron por su riqueza o por su pobreza: por ejemplo, la clasificación de la emo-

ción “Relajación” tiene un 41 % de precisión y la del “aburrimiento” un 37 %, mientras que

la clasificación de la emoción “Temor” reporta sólo un 8 % en su exhaustividad y un 11 %

en su puntaje F1.

Ahora bien, aunque se tienen estos problemas en las métricas reportadas en la clasificación

del conjunto de pruebas mediante el algoritmo diseñado, esta implementación puede ser de

utilidad para otras investigaciones, por lo cual se plantea la posibilidad de publicar el código

fuente en un repositorio abierto. Esta decisión, a su vez, puede contribuir al mejoramiento del

código fuente implementado más allá de esta investigación, algo recurrente en el desarrollo

de código abierto.

En un tercer y último momento, se realizó un análisis comparativo con trabajos previos de

objetivos similares. Este análisis se orientó a contrastar las métricas estándares menciona-
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das más arriba, pero reconociendo que no todos los estudios seleccionados presentaban estas

métricas en sus publicaciones. Aún más, las condiciones manifestadas por los autores y au-

toras de estos trabajos para y durante el desarrollo de los mismos, si bien guardan amplias

similitudes con la presente investigación, presentan también diferencias que fueron ilustra-

das en la matriz comparativa. Tales diferencias incidieron directa e indirectamente en los

resultados obtenidos en cada uno de los estudios, por lo cual se consideró importante que

estas diferencias quedaran evidenciadas en la comparación realizada y de esta forma mitigar

la tendencia a la generalización del análisis realizado.

Este análisis comparativo mostró resultados divergentes respecto a los estudios previos; estos

últimos presentan métricas que evalúan el desempeño de la clasificación superiores al 60 % (en

algunos casos a nivel promedio entre clases y, en otros, para una clase espećıfica), mientras

que las métricas reportadas en este trabajo rondan el 25 %. Por supuesto, esto debe verse

con cautela, pues cada investigación emplea herramientas, modelos y metodoloǵıas diferentes

que conllevan a resultados dispares respecto a otros trabajos. Bajo este prisma, se pueden

enumerar algunos factores que pueden influir directamente en estos valores, como lo son:

Cantidad de emociones objetivo: la variedad de clases o etiquetas entre las cuales

se debe realizar la clasificación limita la capacidad de los modelos para determinar la

clase a la que pertenece una nueva muestra. Aquellos estudios cuya cantidad de clases a

clasificar tiende a ser binaria (por ejemplo, entre valencia positiva y valencia negativa),

tienden a generar mejores resultados que aquellos que alta variedad de clases. Por

ejemplo, el trabajo de Candra [6], que abordó cuatro emociones, presento una exactitud

inferior en más de 20 puntos porcentuales a los trabajos de Jatupaiboon [19] o Yohanes

[53], quienes enfrentaron problemas binarios.

Dispositivo BCI empleado: la fidelidad en la captura de las bioseñales es un factor

que puede incidir en la calidad de los datos sobre los que se va a trabajar en cualquier

estudio y, por lo tanto, en los datos de entrada de cualquier modelo de clasificación.

Si bien todos permiten capturar las señales EEG, no todos tienen la misma densidad

o aislamiento, por nombrar sólo algunas caracteŕısticas.

Filtros aplicados: el filtrado de las bioseñales crudas incidirá en la calidad de los

datos y dependerá en gran medida del montaje experimental; el ruido del ambiente,

manifestado en señales eléctricas y mecánicas, es distinto para cada experimento según

las condiciones del laboratorio donde se realice, aśı como de la captación de la atención

y el aislamiento de la persona participante o voluntaria. También está presente el ruido

propio del dispositivo BCI; en el caso del presente trabajo se aplicaron los tratamientos

y filtros recomendados por el fabricante a las señales: un desplazamiento de corriente

directa y un filtrado de las frecuencias inferiores a los 0,16Hz. En otras investigaciones,

como por ejemplo las adelantadas por Murugappan y compañ́ıa [34, 36], se utilizó un
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filtro Laplaciano de Superficie que permitió eliminar el ruido de los electrodos cercanos,

pues alĺı se empleó un dispositivo de 64 canales, en lo que se puede considerar como

un denso esquema del sistema internacional 10-20.

Caracteŕısticas seleccionadas: la elección de las caracteŕısticas de las señales que

sirven como insumo para los estimadores y modelos de clasificación de emociones es

en śı misma una tarea tan compleja como diversa; múltiples publicaciones tratan es-

pećıficamente la problemática acerca de la selección apropiada de caracteŕısticas para

distintos tipos de problemas, conmutando entre unas y otras y evaluando el impacto de

cada combinación en las métricas de los estimadores empleados. En este trabajo se pro-

puso recurrir a algunas caracteŕısticas convencionales y, a su vez, emplear otras menos

comunes e inexploradas, como la Dimensión Fractal y, más popularmente, la Trans-

formada Wavelet. La elección de otras caracteŕısticas adicionales se realizó empleando

criterios de medición de su correlación o de su aporte en información al problema parti-

cular aqúı abordado. Esto devino en un amplio conjunto de caracteŕısticas, que incluso

fue reducido mediante el Análisis de Componentes Principales, pero que pudo presen-

tar alguna incidencia importante en los resultados respecto a otras investigaciones con

un número más selecto o focalizado de caracteŕısticas.

Cualquier diferencia en estos factores enumerados, aśı como su combinación, influye en la

variedad de resultados obtenidos. Esta investigación trató de llevar todos estos factores al

ĺımite: se utilizó el mayor número de emociones reportado en la literatura, el menor número de

electrodos del dispositivo BCI, los filtros estrictamente necesarios para que el procesamiento

fuera lo más eficaz posible, la inclusión de caracteŕısticas tanto convencionales como no

convencionales, lo que pudo incidir negativamente en las métricas obtenidas durante los

procedimientos de entrenamiento y pruebas de la fase de clasificación.

Por último, cabe rescatar los productos derivados del trabajo realizado en esta investigación,

lo cuales son aplicables en cualquier otro trabajo de investigación futuro o bien en trabajos

desarrollados en otros campos (académicos, laborales, entre otros). En resumen, los productos

son los siguientes:

Cuerpo de datos: las señales electroencefalográficas obtenidas mediante el diseño

experimental descrito en este trabajo es un producto que puede ser compartido o

publicado para que sea utilizado por otros y otras investigadoras que requieran trabajar

sobre bioseñales EEG estimuladas mediante audio. Este cuerpo de datos está disponible

en archivos CSV en los que se reporta el voltaje de cada uno de los electrodos del

dispositivo BCI aqúı empleado, pero también están disponibles los archivos en formato

EDF generados por el software propietario de captura de la organización EMOTIV®
y que contienen las “señales crudas”.
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Software de auto-valoración de emociones: la herramienta de software desarro-

llada en este trabajo para capturar la valoración realizada por cada participante del

procedimiento de captura de señales EEG también está disponible para su utilización

en cualquier otro proyecto del área psicológica o afines. Este software está basado en la

técnica de Self-Assessment Manikin, como se explicó en este trabajo, y está compuesto

por dos componentes de software siguiendo el modelo cliente-servidor: por un lado,

la aplicación back-end (aplicación web implementada en el lenguaje Java), que es la

encargada de gestionar la información capturada sobre cada una de las valoraciones

reportadas y, por el otro, la aplicación front-end (aplicación móvil para Android y di-

señada para ser utilizada en tabletas) que es la encargada de realizar esta captura de

las valoraciones y enviarlas al servidor para su almacenamiento.

Notas de implementación del algoritmo: todas las fases de implementación del

algoritmo (procesamiento de las señales, extracción de las caracteŕısticas e implementa-

ción del modelo de clasificación de emociones) fueron documentadas en “notebooks” de

Jupyter ejecutables mediante un kernel Python y podŕıan ser utilizados como elemen-

tos de consulta e, incluso, de insumo para ser modificados o adaptados y reutilizados

en cualquier otro trabajo.

6.2. Recomendaciones

Los resultados analizados en el apartado anterior abren la puerta a un conjunto de recomen-

daciones que vale la pena evaluar de cara al trabajo futuro a desarrollar sobre la base de esta

investigación. Estas recomendaciones parten tanto de las limitaciones establecidas para el

presente trabajo, como de las inquietudes surgidas durante su desarrollo y que no pudieron

ser tratadas bien por el cronograma o bien por las restricciones definidas en los objetivos o

en la metodoloǵıa y están enfocadas en mejorar tanto el procedimiento de captura de da-

tos y su procesamiento, como la construcción del modelo de clasificación de emociones. Las

consideraciones a tener en cuenta se listan a continuación:

Tamaño del conjunto de datos: Contar con una amplia cantidad de datos es be-

neficioso para los algoritmos de clasificación, por lo cual puede considerarse la am-

pliación del conjunto de datos mediante la reproducción del diseño experimental con

más participantes o personas voluntarias. Esto permitirá no sólo contar con una mayor

variabilidad en la entrada (datos) que permitirá reducir la varianza en la salida (clasi-

ficación) sino también mitigar la necesidad de aplicar técnicas de incremento sintético

de muestras (como se hizo aqúı en el proceso de balanceo de clases). Durante el proceso

de evaluación de la dimensión de la muestra a utilizar (tamaño de cada fragmento de

señal electroencefalográfica con presencia de est́ımulos emocionales), se identificó que

las muestras de 6 segundos produćıan métricas con valores más altos (Puntaje F1 y
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precisión), pero también se manifestaba un impacto negativo en la varianza, pues la

cantidad de datos disponible era baja, lo cual impidió asumir este esquema de datos

como válido, en comparación a las muestras de un segundo que, si bien teńıan métricas

inferiores, ofrećıan mayor certeza sobre el resultado obtenido gracias a que la varianza

era suficientemente pequeña.

Conjunto alternativo de datos de audios de estimulación: En este trabajo se

empleó la base de datos International Affective Digitized Sounds (IADS) para estimular

las emociones objetivo. Múltiples investigaciones han trabajado esta base de datos

y han obtenido resultados satisfactorios, como se evidenció en este documento. Sin

embargo, seŕıa interesante explorar el uso de piezas musicales para estimular un mayor

contenido emocional a la señal. Esta propuesta está basada en el supuesto de que

la música tiene una orientación emocional desde el momento de su composición en śı,

tanto en sus acordes como en sus ĺıricas, por lo cual cabe la posibilidad que su capacidad

de estimulación emocional sea más marcada sobre las bioseñales. Liu y compañ́ıa [32]

emplean piezas de distintos géneros musicales para estimular las emociones deseadas,

sin embargo no contrastan estos resultados con aquellos obtenidos a partir de la IADS.

Además, la selección de las piezas musicales parece ser arbitraria y sin un análisis

manifiesto de los componentes musicales de las canciones seleccionadas. Un estudio

más enfocado es el llevado a cabo por Lin y compañ́ıa en [28], [30] y [29], el cual trata

únicamente con est́ımulos derivados de piezas musicales. En este estudio se utiliza un

conjunto de extractos de las bandas sonoras de peĺıculas ganadoras del premio Oscar,

etiquetados previamente por centenares de sujetos. Sin embargo, la idea propuesta

es lograr definir piezas musicales etiquetadas con base en sus caracteŕısticas propias,

similar a la aproximación conseguida por Cabredo y compañ́ıa en [5], en donde se

analizan la instrumentación, la textura, la dinámica, el ritmo, las estad́ısticas tonales,

la melod́ıa y los acordes para determinar la emoción que cada pieza musical, en formato

MIDI, induce de acuerdo a los valores de estas caracteŕısticas. En todo caso, este es

un interesante campo sobre el cual investigar, con el objetivo de mejorar la calidad

de las señales capturadas en lo referente a su estimulación emocional y partiendo de

mediciones objetivas, como lo son las caracteŕısticas técnicas de los audios empleados.

Por otro lado, y contrario a lo que se tendeŕıa a pensar, utilizar est́ımulos diferentes,

como por ejemplo los audiovisuales, no se contempló como una recomendación dado

que los est́ımulos auditivos hacen parte de los componentes esenciales de la investiga-

ción; son una parte intŕınseca de la pregunta a responder, en la misma medida que

las emociones y las señales electroencefalográficas. La investigación sobre est́ımulos

audiovisuales es una ĺınea similar, pero paralela a la investigación de identificación de

emociones sobre est́ımulos auditivos.

Filtrado de las bioseñales: El proceso de filtrado de las señales electroencefalográfi-
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cas es beneficioso para reducir el ruido presente en los datos. Si bien en este estudio

se aplicó el procesamiento a las señales recomendado por el fabricante del dispositivo

BCI empleado, se podŕıa llegar a extender la exploración de filtros adicionales que

contribuyan e erradicar artefactos que puedan estar presentes en las señales. El proto-

colo experimental aqúı utilizado estaba enfocado, entre otras cosas, en minimizar los

movimientos realizados por las personas voluntarias durante la captura de la señal,

por lo cual no se aplicaron filtros que eliminaran el ruido de origen muscular (señales

mioeléctricas o electromiográficas). Aśı mismo, se puede indagar sobre la posibilidad

de aplicar un filtrado espećıfico por electrodo para evitar los artefactos procedentes de

los electrodos vecinos.

Exploración de nuevo conjunto de caracteŕısticas: En trabajos como este, y si-

milares, un factor común es la criticidad de las caracteŕısticas empleadas para realizar

el análisis de los datos, para cualquiera que sea el modelo que se emplee en la tarea de

clasificar nuevas muestras en el conjunto de emociones; un buen número de estudios

de los aqúı citados ha centrado sus esfuerzos en analizar e identificar qué caracteŕısti-

cas presentan un mayor impacto positivo en los resultados finales de un determina-

do modelo planteado para esta tarea (reconocimiento de emociones o clasificación de

muestras EEG en un conjunto de emociones). En este sentido, explorar conjuntos de

caracteŕısticas nuevos es una recomendación perfectamente a lugar. En particular, es

posible avanzar en el camino de la reducción de la cantidad de caracteŕısticas con-

vencionales empleadas, enfocándose en un conjunto particular de caracteŕısticas que

compartan similitudes en su naturaleza. También es posible plantear la utilización de

caracteŕısticas más elaboradas sobre la Transformada Wavelet; ir más allá de los co-

eficientes de detalle y aproximación y explorar otras caracteŕısticas como la enerǵıa o

entroṕıa, entre otras, lo cual tiene como efecto adicional la reducción de la cantidad de

caracteŕısticas, pues los coeficientes de una señal constituyen un conjunto grande en

comparación con unas pocas medidas realizadas sobre la transformada en śı.

Optimización de tiempos de ejecución de los algoritmos: Cada uno de los pa-

sos del algoritmo de clasificación, desde el procesamiento de las señales, fueron docu-

mentados y ejecutados en notebooks interactivos de Python (mediante la herramienta

Jupyter1); en cada uno de ellos se realiza una ejecución del código fuente escalonada, es

decir, tanto el algoritmo de construcción del modelo de clasificación como el algoritmo

de clasificación de nuevas pruebas no se ejecutaron en una única transacción debido a

que el tiempo de ejecución de algunos pasos es elevado, como se ve en la figura 5-3.

Un punto en el cual se puede trabajar a futuro es la mejora de la integración de las

distintas fases del algoritmo de forma que todo se ejecute en una única transacción.

1Jupyter es una herramienta de computación interactiva que emplea múltiples kernels para distintos len-

guajes de programación. El sitio web está disponible en https://jupyter.org/. Consultado el 13 de nero

de 2021
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Esta tarea puede iniciarse por el ajuste al algoritmo de clasificación de nuevas mues-

tras, de forma que se ingresen las señales que contienen la información emocional y se

obtenga como resultado, en una única transacción, la clasificación de dichas señales.

Posteriormente, se puede trabajar en el ajuste del algoritmo de construcción del mo-

delo de clasificación, la cual es una tarea que requiere de más cuidado, pero que puede

servir para agilizar los tiempos de evaluación de los cambios realizados al algoritmo que

construye el modelo de clasificación, derivando como consecuencia una mayor eficacia

en la búsqueda de mejores resultados en la clasificación final.



A. Anexo: Consentimiento informado

El siguiente formato corresponde al Consentimiento Informado entregado a las personas

participantes en el procedimiento de captura de las bioseñales electroencefalográficas. Este

documento fue léıdo y firmado por todos las personas participantes, dando aśı su consenti-

miento para la toma de las muestras. Este formato sigue los lineamientos resueltos por el

Ministerio de Salud y Protección Social de Colombia en la Resolución 8430 de 1993, T́ıtulo

II, Caṕıtulo I1 y las sugerencias establecidas por Maria Escobar y Edgar Novoa en [13].

A.1. Consentimiento informado para toma de señales

EEG

El presente es un documento de Consentimiento Informado para la toma de señales electro-

encefalográficas (EEG) a partir de una Interfaz Cerebro Computador (conocida como BCI,

por sus siglas en inglés). Un Consentimiento Informado es un documento mediante el cual se

informa a las personas participantes en determinado procedimiento cient́ıfico (en este caso,

de toma de muestras biológicas) sobre los motivos del procedimiento, en qué consiste dicho

procedimiento, los preparativos requeridos, los riesgos que conlleva (en caso de haberlos)

para el/la participante, las acciones postprocedimiento necesarias y el tratamiento posterior

a las muestras obtenidas. Tras recibir esta información, la persona participante del procedi-

miento da su consentimiento para hacer parte de él. El presente documento brinda toda esta

información. Para mayor información sobre este tipo de documentos, por favor consulte la

Resolución 8430 de 1993 del Ministerio de Salud y Protección Social de Colombia.

A.1.1. Procedimiento

Usted está asistiendo a un procedimiento de toma de señales electroencefalográficas me-

diante un dispositivo BCI mı́nimamente invasivo. Estas señales, emitidas constantemente

por el cerebro humano, contienen información valiosa para solución a innumerables pregun-

tas cient́ıficas sobre el funcionamiento cerebral y pueden ser capturadas mediante diferentes

técnicas que vaŕıan su grado de invasión y de precisión. En este procedimiento se utilizará

1Ver la resolución en el sitio web del Ministerio de Salud y protección social

https://www.minsalud.gov.co/sites/rid/Lists/BibliotecaDigital/RIDE/DE/DIJ/RESOLUCION-8430-

DE-1993.PDF. Consultado el 26 de marzo de 2017.
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un dispositivo de baja invasión y de precisión aceptable para la lectura de estas señales,

el cual es utilizado también en otros ámbitos más populares y masivos que la investigación

cient́ıfica, como lo es el mercado de los videojuegos. Por este motivo, aśı como por el histórico

de investigaciones cient́ıficas previas a la investigación que enmarca a este procedimiento y

las garant́ıas del fabricante del dispositivo BCI, podemos garantizar que los riesgos a la sa-

lud contráıdos al utilizar el aparato son prácticamente nulos2. Teniendo esto claro, podemos

explicar que el procedimiento a seguir es el siguiente:

1. Consentimiento informado: El primer paso para poder iniciar el experimento es

leer completamente este documento, comprenderlo, realizar las preguntas a que haya

lugar y dar su consentimiento de participación en el estudio mediante su firma en el

apartado final del mismo. Usted puede disentir de participar en el procedimiento una

vez lea este documento e incluso durante el procedimiento en śı, sólo debe comunicarlo

a la persona encargada.

2. Adecuación: El siguiente paso, una vez usted haya otorgado su consentimiento, consis-

tirá en ubicarlo/a en el lugar dispuesto para los participantes, al interior del laboratorio

acondicionado para reducir al máximo las distracciones auditivas y visuales (y con ello

el ruido que pueda interferir en el procedimiento). Póngase cómodo/a. Se le adecuará

el sistema BCI sobre su cabeza, aśı como los aud́ıfonos tipo “in-ear” o intrauricu-

lares (aud́ıfonos ubicados en el extremo exterior del conducto auditivo, debidamente

higienizados).

3. Procedimiento de prueba: Será realizado un intento de prueba para que se fami-

liarice con el procedimiento en śı. Por favor, trate de no realizar ningún movimiento

desde que inicia el procedimiento hasta que este termine. Concentre su mirada en la

pantalla y siga las instrucciones: 1) se le indicará que se disponga a escuchar el au-

dio subsiguiente. Relájese y concentre su mirada sobre la cruz en la pantalla y no

parpadee mientras ella está visible. 2) escuche el audio que le será emitido a través

de los aud́ıfonos. Mantenga su mente en blanco y déjese llevar espontáneamente por

aquella sensación que le evoque el sonido. La reproducción tomará 6 segundos. 3) le

será solicitado que califique el nivel de intensidad de la sensación que le transmitió

el sonido escuchado, aśı como el nivel de agrado o desagrado que le produjo, siendo

el lado izquierdo el nivel más bajo o desagradable y el lado derecho el nivel más alto

o agradable. Ingrese los valores en la tableta digital dispuesta para ello. Contará con

10 segundos para hacer esta evaluación, tiempo en el cual puede moverse y parpadear

para acomodarse nuevamente. Se iniciará una nueva audición para un nuevo sonido y

2El fabricante ha reportado que los materiales hipoalergénicos, la sustancia salina común utiliza-

da en los electrodos y las bajas emisiones de radio (un millón de veces inferiores a las emiti-

das por un teléfono celular) son garant́ıa de riesgos mı́nimos a la salud del/la usuario(a). Véase

https://www.emotiv.com/forums/topic/Side effects for use /. Consultado el 14 de noviembre de 2017
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tendrá que repetir los pasos desde 1). En total, en este procedimiento de prueba, serán

reproducidos seis (6) sonidos.

4. Preguntas: Sólo una vez terminado el procedimiento de prueba puede realizar las

preguntas, comentarios o recomendaciones que considere pertinentes. Compártalas con

la persona encargada del procedimiento. En este momento, por ejemplo, una vez en-

tendida la dinámica, usted puede desistir de continuar con el procedimiento. Recuerde

que puede hacerlo en cualquier momento.

5. Procedimiento efectivo: Una vez solucionadas las dudas sobre el procedimiento y se

haya familiarizado con él, se procede a iniciar el procedimiento de captura efectiva de

señales, que no es otra cosa que el procedimiento de verdad. Su dinámica será idéntica

a la sostenida durante la fase de prueba, pero en esta ocasión usted escuchará un total

de 30 sonidos diferentes.

El procedimiento tiene una duración total estimada de 30 minutos, dependiendo del tiempo

empleado en cada paso. Recuerde que para obtener resultados efectivos es preciso que no

haya tenido sobresaltos emocionales leves el d́ıa en que se ejecuta el procedimiento (ej. discu-

siones con el celador del edificio, escuchar programas radiales poĺıticos de camino al lugar del

procedimiento, discusiones por teléfono con familiares o conocidos, entre otros similares) o

bien sobresaltos emocionales prolongados durante los últimos d́ıas (ej. muerte de un familiar,

decepción poĺıtica en las urnas democráticas, pérdida de un torneo deportivo, accidente per-

sonal o de un familiar, reprobación injusta de una asignatura escolar, entre otras similares).

Desde el momento de la captura de la información, sus datos se encuentran anonimizados. El

registro de las señales EEG serán posteriormente publicadas como un corpus de investigación

cient́ıfica para la comunidad académica en general. Dicho corpus no contendrá traza alguna

de su información personal. El único lugar en donde se retendrán datos personales será en el

presente formulario de consentimiento, aclarando que este formulario no tiene traza directa

ni indirecta con las señales EEG obtenidas durante el experimento.

A.1.2. Formato de consentimiento informado

Yo , mayor de edad iden-

tificado(a) con CC , en uso de mis facultades mentales y sin

ningún tipo de presión f́ısica o psicológica, doy mi consentimiento para que el ingeniero

Christian Enrique Ortega Loaiza, identificado con CC 1.015’400.969 y vinculado al

cuerpo estudiantil de posgrado de la Universidad Nacional de Colombia, realice una lectura

de mis señales electroencefalográficas mediante un procedimiento no invasivo supercraneal

dirigido por electrodos de contacto de solución salina y exposición a muestras auditivas en

el rango audible humano.



104 A Anexo: Consentimiento informado

Para los efectos legales que corresponden, declaro que he recibido información amplia y sufi-

ciente sobre el procedimiento a realizar, el cual está enmarcado dentro del estudio “Recono-

cimiento de emociones en humanos mediante procesamiento de señales EEG y estimulación

auditiva”. Esta información me ha sido manifestada tanto por v́ıa escrita (a través de este

documento) y por v́ıa verbal (a través de acompañamiento de personal vinculado al estudio)

y se me ha brindado la oportunidad efectiva de realizar las preguntas que he considerado

pertinentes, las cuales han sido resueltas a satisfacción.

Declaro también que se me ha informado expĺıcitamente sobre los riesgos del procedimiento,

los cuales pueden consistir en una sensación f́ısica ulterior y temporal de portar el dispositivo

BCI, producto esta del tiempo en que el dispositivo pueda haber estado acondicionado en

la superficie craneal. Este riesgo tiene probabilidad mı́nima dado que solo se han presentado

estos casos en personas que han llevado puesto el dispositivo por varias horas seguidas, no

siendo este el caso del procedimiento que aqúı nos convoca.

Aśı mismo declaro que no se me ha informado por v́ıa cĺınica de parte de mi EPS o de otro

órgano médico patoloǵıa neurológica o psicológica alguna que haga dudar de mi sanidad

mental dentro de los estándares manejados por la medicina moderna. Por lo tanto, dada

esta evidencia negativa, me considero una persona mentalmente sana y apta para participar

en el procedimiento.

Entiendo que el personal de investigación del proyecto no me solicitará ni me retribuirá

ningún valor económico en moneda corriente o en especie por mi participación en el presente

estudio, aplicable esto en el momento de ejecución del procedimiento o a futuro.

Entiendo también que puedo disentir de continuar mi participación en el estudio en cualquier

momento antes, durante o después del procedimiento de captura de las señales EEG y, en

todo caso, antes de que el estudio sea publicado en los medios académicos y cient́ıficos a que

haya lugar. Se me ha comunicado que para hacer efectivo este disentimiento debo manifes-

tarlo al personal encargado del procedimiento.

Acepto voluntariamente a participar, siguiendo lo anteriormente estipulado por escrito en

este documento.

Firma

Nombre:
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Cédula:

Información de contacto:
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