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Extensión metodológica de un modelo econométrico de
tipo AR en tiempo continuo con coeficientes aleatorios

1. Resumen

El propósito de este trabajo final de maestŕıa es estudiar una extensión metodológica al mo-
delo econométrico de tipo autorregresivo (AR) en tiempo continuo con coeficientes aleatorios
planteado por Tao, Phillips y Yu (2019). Para ello, se presenta la propuesta de Hoyos, Gómez
y Cárdenas-Sánchez (2025) de un modelo autorregresivo de segundo orden en tiempo continuo
con coeficientes aleatorios, su representación discreta exacta y un primer método de estimación.
Además, se realiza un análisis teórico para caracterizar el proceso estocástico modelado y se
estudia el desempeño del método de estimación en muestras finitas mediante un experimento
Monte Carlo para dos escenarios de interés en el campo de las finanzas, a saber, un escenario
subamortiguado y otro sobreamortiguado. Los resultados muestran que el método de estima-
ción exhibe un mejor desempeño para series de tiempo con tamaños de muestra grandes.

Palabras clave: coeficientes aleatorios, modelo autorregresivo, representación discreta, series
de tiempo, tiempo continuo.

Methodological extension of a continuous-time
autoregressive econometric model with random

coefficients

Abstract

The aim of this master’s thesis is to study a methodological extension of the continuous-time
autoregressive (AR) econometric model with random coefficients proposed by Tao, Phillips, and
Yu (2019). To this end, we present the model proposed by Hoyos, Gómez, and Cárdenas-Sánchez
(2025), consisting of a second-order continuous-time autoregressive model with random coef-
ficients, its exact discrete-time representation, and an initial estimation method. In addition,
a theoretical analysis is conducted to characterize the underlying stochastic process, and the
finite-sample performance of the estimation method is evaluated through a Monte Carlo expe-
riment under two scenarios of interest in finance, namely, an underdamped and an overdamped
regime. The results indicate that the estimation method performs better for time series with
large sample sizes.

Keywords: random coefficients, autoregressive model, discrete-time representation, time series,
continuous time.

2. Introducción

El estudio de las series de tiempo conforma un área de gran relevancia en la teoŕıa estad́ıstica,
la cual se encuentra en constante desarrollo mediante varios enfoques, como lo son los métodos
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no paramétricos, las técnicas de aprendizaje automático y los modelos paramétricos clásicos.
Con respecto a estos últimos, es posible plantear una clasificación con base en el tratamiento
del tiempo en términos metodológicos. Si bien el tiempo se trata como variable de indexación,
existen modelos en los cuales se asume que el tiempo toma únicamente valores pertenecientes a
los números naturales. Por otro lado, existen modelos donde se permite que el tiempo adquiera
cualquier valor real positivo. El primer caso corresponde a los modelos en tiempo discreto y el
segundo a los llamados modelos en tiempo continuo.

En el campo de las ciencias económicas, las técnicas econométricas desarrolladas a partir del
siglo XX se han centrado principalmente en los modelos en tiempo discreto. Históricamente, es-
to fue consecuencia de los trabajos de Haavelmo, Mann, Wald y la Comisión Cowles, los cuales
ejercieron gran influencia sobre la disciplina durante sus oŕıgenes hacia 1943 (Bergstrom, 1984).
Frente a ello, si bien se han adelantado importantes avances en la modelación econométrica en
tiempo continuo a partir de 1966, estos no han tenido el mismo reconocimiento ni difusión
que sus contrapartes debido a que exigen herramientas matemáticas complejas (Bergstrom y
Nowman, 2007).

Sin embargo, numerosos autores han reconocido la superioridad de los modelos en tiempo
continuo en cuanto a su aplicación a la economı́a, pues poseen ventajas esenciales. Primera-
mente, proporcionan una representación más realista de los fenómenos económicos, dado que
la economı́a a nivel macro se compone por millones de agentes tomando decisiones de forma
permanente (Bergstrom y Nowman, 2007). En segundo lugar, los modelos en tiempo continuo
resultan adecuados para modelar procesos de ajuste dinámico, pues permiten capturar rela-
ciones causales en las cuales las variables se ajustan de forma continua y no mediante saltos
discretos en equilibrios locales (Gandolfo, 1993).

Tercero, esta metodoloǵıa permite un adecuado tratamiento para las variables de tipo stock
y flujo, presentes en economı́a, resolviendo el sesgo de agregación temporal que podŕıa surgir al
modelar variables flujo en tiempo discreto (Bergstrom y Nowman, 2007). Cuarto, la estimación
de los modelos en tiempo continuo es independiente del periodo de medición de las observa-
ciones (Wymer, 1993). Lo anterior significa que los parámetros estimados serán los mismos sin
importar la frecuencia de los datos empleados. Quinto, estos métodos generan un mejor mo-
delamiento de los mecanismos de ajuste dinámico en la economı́a, pues los sistemas continuos
permiten especificaciones más realistas de los procesos de ajuste parcial comparados con los
modelos en tiempo discreto (Wymer, 1993). Sexto, es posible realizar un mejor tratamiento de
procesos con rezagos.

Séptimo, los modelos en tiempo continuo se plantean mediante sistemas de ecuaciones dife-
renciales, los cuales son considerados más sencillos que los sistemas de ecuaciones en diferencias,
empleados en la modelación en tiempo discreto. Esto debido a que existe una teoŕıa matemática
más amplia y un número mayor de herramientas y técnicas para abordar las ecuaciones dife-
renciales. Octavo, es posible realizar predicciones en intervalos de tiempo más cortos frente a la
información disponible empleada en la estimación (Bergstrom y Nowman, 2007). Además, los
modelos en tiempo continuo poseen una aplicación natural en el desarrollo de la teoŕıa finan-
ciera y los modelos de precios de derivados (Bergstrom, 1984).
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A partir de lo anterior, es clara la relevancia de esta metodoloǵıa. Luego, el presente in-
forme de investigación busca realizar una revisión de los principales avances en la modelación
en tiempo continuo en general, los cuales fueron liderados en una parte importante por Bergs-
trom, quien planteó una metodoloǵıa para derivar el modelo discreto exacto correspondiente a
las observaciones generadas por un modelo en tiempo continuo (Bergstrom, 1988).

En particular, esta investigación tomará como base el modelo econométrico de tipo auto-
rregresivo (AR) en tiempo continuo formulado por Tao, Phillips y Yu (2019) y extendido por
Hoyos (2024) para el caso multivariado, incorporando coeficientes aleatorios. Dado que las se-
ries económicas presentan cambios estructurales causados por eventos exógenos, los modelos
con coeficientes constantes no son capaces de capturar dichos fenómenos ni de reproducir el
comportamiento histórico de las series. Aśı, los modelos con coeficientes variables en el tiempo
permiten superar estas dificultades (Hoyos, 2024). De esta forma, el objetivo general del pre-
sente informe consiste en analizar una extensión metodológica a dicho modelo econométrico de
tipo AR en tiempo continuo con coeficientes aleatorios, en su versión univariada.

Para ello, se plantean los siguientes objetivos espećıficos. En primer lugar, presentar la
propuesta de Hoyos, Gómez y Cárdenas-Sánchez (2025) que conforma una nueva versión del
modelo formulado por Tao et al. (2019), en la cual se incorporan coeficientes aleatorios a un
modelo autorregresivo de segundo orden AR(2) en tiempo continuo. Seguidamente, se realizará
un análisis teórico para caracterizar el proceso estocástico resultante. Luego, se expondrá un
método de estimación propuesto por Hoyos et al. (2025) y se estudiará su desempeño en mues-
tras finitas mediante un experimento Monte Carlo.

Dicho esto, el presente informe se organiza como sigue. Adicional a la presente introduc-
ción, se incluye una revisión de literatura en la cual se exponen brevemente los desarrollos
matemáticos del siglo XIX que permitieron el surgimiento de la modelación en tiempo conti-
nuo, se describen las ventajas y desventajas de esta metodoloǵıa y se introduce la teoŕıa básica
que fundamenta los modelos en tiempo continuo. Luego, se presenta el modelo que extiende el
trabajo de Tao et al. (2019) y su representación discreta exacta.

Posteriormente, se realiza un análisis teórico para entender y describir el comportamiento del
proceso estocástico generado por el modelo planteado y se presenta un método para estimar los
parámetros del modelo en tiempo continuo a partir de una muestra discreta de observaciones.
Adicionalmente, se evalúa el comportamiento del método de estimación mediante un ejercicio de
simulación Monte Carlo. Finalmente, se presenta una discusión de los principales resultados de
la investigación, se formulan las conclusiones generales del trabajo y se incluyen las referencias
y anexos correspondientes.

3. Revisión de literatura

A continuación, se presentan aspectos clave hallados en la literatura acerca de la modela-
ción de series de tiempo en tiempo continuo con coeficientes aleatorios y sus aplicaciones a la
economı́a y las finanzas. Esto con el propósito de realizar una contextualización de los avances
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teóricos y prácticos que se presentan posteriormente en el trabajo.

3.1. Breve contexto histórico de la modelación en tiempo continuo

En primer lugar, vale la pena resaltar que la teoŕıa matemática detrás de los modelos es-
tocásticos en tiempo continuo ha sido desarrollada desde el siglo pasado. Dicha teoŕıa comprende
los trabajos realizados por Bachelier y Einstein hacia el año 1900 sobre movimiento browniano,
el cual es fundamental en la teoŕıa de ecuaciones diferenciales estocásticas. Además, en la década
de 1930, Kolmogorov realizó el primer estudio sistemático sobre procesos aleatorios generados
por ecuaciones diferenciales estocásticas, a la vez que Khintchine trabajó en la noción de esta-
cionariedad para procesos aleatorios en tiempo continuo (Bergstrom, 1988).

Por su parte, hacia mediados del siglo XX, Bartlett adelantó el primer avance considerable
en la estimación de los parámetros de modelos estocásticos en tiempo continuo a partir de datos
discretos, reconociendo sus dificultades, mientras que Haavelmo introdujo su metodoloǵıa alter-
nativa de ecuaciones simultáneas. Sin embargo, esta última presentaba limitaciones relevantes,
pues un modelo de ecuaciones simultáneas no siempre puede ser interpretado como un sistema
causal. Posteriormente, Ito contribuyó significativamente en el problema de resolver ecuaciones
diferenciales estocásticas en sus trayectorias muestrales y Bergstrom dedujo el modelo discreto
exacto que siguen las observaciones generadas por un modelo en tiempo continuo (Bergstrom,
1988).

Con respecto a la aplicación de la modelación en tiempo continuo en economı́a y finan-
zas, Yu (2014) afirma que esta surgió con Bachelier, quien empleó sus trabajos en movimiento
browniano para analizar los cambios de precios y los mercados financieros. Luego, la metodo-
loǵıa propuesta por Haavelmo tuvo una gran influencia en la economı́a, por lo que el enfoque
de ecuaciones simultáneas fue central en la econometŕıa desde 1940 hasta 1970 aproximada-
mente, pese a que la economı́a funciona en la realidad como un sistema causal y un sistema de
ecuaciones diferenciales estocásticas es más adecuado para su representación (Bergstrom, 1988).

Por otro lado, según Bergstrom (1988), en 1950 Koopmans reconoció por primera vez el
potencial de los modelos en tiempo continuo para la econometŕıa, aunque Phillips desarrolló
el primer algoritmo que permitió su estimación y aplicación en 1959. De este modo, Houthak-
ker y Taylor especificaron y estimaron el primer modelo econométrico en tiempo continuo en
1966, derivando un modelo discreto aproximado para la estimación de los parámetros. A su vez,
el primer modelo macroeconométrico en tiempo continuo fue el modelo de crecimiento ćıclico
neoclásico-keynesiano para el Reino Unido realizado por Wymer y Bergstrom en 1974. En cuan-
to a las finanzas, el uso de modelos en tiempo continuo fue liderado por las contribuciones de
Black y Scholes y Merton, ambas publicadas en 1973.

De esa forma, Merton fue pionero en la modelación en tiempo continuo en economı́a finan-
ciera al formular el problema intertemporal de consumo y elección de portafolio de un inversor
dentro de un esquema de programación dinámica estocástica. Asimismo, demostró cómo tal
estructura puede usarse para desarrollar implicaciones de equilibrio en la valoración de activos,
extendiendo significativamente la teoŕıa de valoración de activos a entornos dinámicos más ricos
(Sundaresan, 2000).
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Según Merton (1975), los modelos en tiempo continuo conformaron una herramienta valio-
sa para analizar algunos de los problemas esenciales de las finanzas, como lo son la selección
de portafolio, el equilibrio del mercado de capitales y la asignación de precios de los activos
financieros, pues generaban resultados más fáciles de interpretar que los de los modelos en tiem-
po discreto, por lo que esta nueva metodoloǵıa se consolidó rápidamente en el ámbito financiero.

En ĺınea con los anterior, Sundaresan (2000) reconoce que entre 1981 y 1999 la teoŕıa de
los modelos en tiempo continuo se extendió para explicar mejor las regularidades emṕıricas en
diversos subcampos de las finanzas, por ejemplo, se incorporaron las fricciones en los merca-
dos de capital y los problemas de negociación. Aśı, se llevaron a cabo importantes avances en
teoŕıa econométrica, métodos computacionales y de estimación. Hacia el año 2000 los métodos
en tiempo continuo se hab́ıan posicionado como parte fundamental de la economı́a financiera,
adquiriendo un rol central en varias áreas fundamentales de las finanzas, como la teoŕıa del
precio de los activos, la selección intertemporal de consumo y portafolio, y la valoración de
derivados.

Hoy en d́ıa, la teoŕıa de los procesos estocásticos es la base mediante la cual se estudian los
precios observados de los activos financieros y se realiza la inferencia estad́ıstica. Espećıfica-
mente, la mayoŕıa de las fórmulas de valoración de opciones asume que los precios siguen una
ecuación de difusión en tiempo continuo. Estas últimas se pueden estimar mediante diversas
estrategias como el método de máxima cuasiverosimilitud, métodos de momentos, métodos no
paramétricos, métodos semiparamétricos, métodos de corrección de sesgo y métodos de Monte
Carlo v́ıa cadenas de Markov (Tsay, 2009). Esto se debe a que la verosimilitud exacta solo
puede construirse en casos especiales, por lo que se ha hecho necesario diseñar métodos para
aproximarla. Dichos enfoques van desde aproximaciones simples de tipo Euler y expansiones
de series de Taylor estocásticas de orden superior, hasta expansiones más complejas basadas
en polinomios y aproximaciones basadas en un registro de datos en tiempo continuo (Phillips
& Yu, 2009).

Teniendo en cuenta lo anterior, Yu (2014) postula que los modelos en tiempo continuo se
han consolidado como una herramienta esencial en las ciencias económicas y especialmente en
la macroeconomı́a y las finanzas.

3.2. Ventajas de la modelación en tiempo continuo en economı́a

Según la literatura, es posible identificar las siguientes ventajas que posee la modelación en
tiempo continuo, en el contexto espećıfico de las ciencias económicas:

1. Pertinencia en la representación de fenómenos económicos: dado que numerosas variables
de interés en economı́a son el resultado de un gran número de decisiones individuales
tomadas de forma permanente, resulta adecuado modelar estos fenómenos de manera
continua (Gandolfo, 1993). En particular, lo anterior resulta pertinente en el contexto de
los modelos macroeconómicos, donde las variables de interés son agregaciones de acciones
individuales instantáneas (Wymer, 1993).
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2. Ajuste dinámico: Bergstrom (1984) expone que los modelos en tiempo continuo permi-
ten la incorporación de restricciones a priori, derivadas de la teoŕıa económica, en los
parámetros del sistema. Luego, son pertinentes para modelar procesos de ajuste dinámi-
co, capturando relaciones causales en las cuales las variables se ajustan de forma continua
y no mediante saltos discretos en equilibrios locales, los cuales se encuentran de forma
recurrente en la teoŕıa económica (Gandolfo, 1993).

3. Distinción entre variables de tipo flujo y stock: este tipo de modelos permite un tratamien-
to diferenciado y adecuado para las variables de flujo y stock (Gandolfo, 1993). Mientras
que las variables de tipo stock se miden en un punto preciso del tiempo y representan una
cantidad exacta existente en dicho momento, las variables de tipo flujo se miden durante
un intervalo de tiempo y por una unidad de tiempo definida. Luego, resulta valiosa la
posibilidad de distinguir la naturaleza de cada tipo de variable en la modelación (Yu,
2014). Bergstrom y Nowman (2007) resaltan que lo anterior puede solucionar potenciales
problemas de agregación que podŕıan surgir al modelar variables flujo mediante modelos
en tiempo discreto.

4. Independencia de la frecuencia de los datos: en los modelos en tiempo discreto, las es-
timaciones de los parámetros vaŕıan según la frecuencia de los datos. Por otro lado, los
valores de los parámetros estimados de modelos en tiempo continuo no dependen de los
intervalos de tiempo en los cuales se realizan las observaciones (Gandolfo, 1993). Hoyos
(2020) resalta que lo anterior es muy importante en el contexto de las ciencias económi-
cas, pues los movimientos de las variables de interés no necesariamente coinciden con la
frecuencia en la cual se reportan los datos. Esto sucede frecuentemente con las variables
macroeconómicas, pues se miden en bajas frecuencias.

Aśı, en los modelos en tiempo continuo, la periodicidad del tiempo puede introducirse
luego de las estimaciones de los parámetros, por lo que sus resultados pueden ser expresa-
dos sobre cualquier conjunto de periodos de tiempo sin necesidad de estimar nuevamente.
De esa forma, se evita la necesidad de calcular los resultados de un periodo antes que los
del siguiente (Frenod & Chakkour, 2016).

5. Estimaciones de velocidades de ajuste: a diferencia de los modelos discretos, los modelos en
tiempo continuo permiten obtener estimaciones asintóticamente insesgadas de velocidades
de ajuste, dado el planteamiento de funciones de ajuste parcial (Gandolfo, 1993).

6. Procesos con rezagos: es posible realizar un mejor tratamiento de procesos con rezagos,
pues en los modelos discretos se asume independencia entre las perturbaciones de ob-
servaciones sucesivas, pero esto solo es razonable si el intervalo entre observaciones es
suficientemente grande como para que no haya dependencia relevante entre los errores en
esos momentos. Si el intervalo entre observaciones es muy pequeño pueden surgir proble-
mas, pues en la práctica los errores tienden a estar correlacionados cuando las mediciones
son muy frecuentes (Gandolfo, 1993).

7. Sistemas de ecuaciones diferenciales: existen más herramientas matemáticas para trabajar
los sistemas de ecuaciones diferenciales en comparación con los sistemas de ecuaciones
en diferencias. Además, los modelos dinámicos en economı́a se plantean generalmente
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mediante ecuaciones diferenciales, por lo que se asume impĺıcitamente que el tiempo es
continuo (Gandolfo, 1993). En este aspecto, Wymer (1993) resalta que una especificación
en tiempo continuo resulta especialmente útil en la formulación de procesos de ajuste de
mercado como el ajuste de precios, tasas de interés y salarios frente al exceso de demanda.

8. Predicciones para cualquier unidad temporal: el hecho de plantear los modelos como
sistemas de ecuaciones diferenciales nos permite realizar predicciones y simulaciones para
cualquier tamaño de intervalos temporales, y no sólo el tamaño correspondiente a los
datos observados (Gandolfo, 1993).

9. Aplicación natural en finanzas: Yu (2014) expone que los modelos en tiempo continuo han
permitido el desarrollo de la teoŕıa financiera, pues posibilitan una adecuada modelación
de los precios de los activos financieros. En ĺınea con lo anterior, ha surgido una ĺınea
de investigación llamada matemáticas financieras, la cual se ha desarrollado muy rápi-
damente en las últimas décadas. Bergstrom y Nowman (2007) postulan que lo anterior
fue consecuencia de los trabajos seminales de Black, Scholes y Merton, los cuales fueron
publicados durante 1973.

Vale la pena mencionar que la elección de distintos tipos de modelos implica el uso de
diferentes herramientas anaĺıticas, pues los modelos en tiempo continuo corresponden a ecua-
ciones diferenciales, mientras que los modelos en tiempo discreto exigen el uso de ecuaciones en
diferencias. Luego, Gandolfo (1993) resalta que la escogencia del tipo de modelo posee conse-
cuencias importantes en los resultados, dado que las distintas herramientas anaĺıticas presentan
soluciones con diferentes comportamientos y condiciones de estabilidad.

En el campo de la econometŕıa, las metodoloǵıas empleadas se basan fuertemente en la
teoŕıa estad́ıstica de series de tiempo. En respuesta a la propuesta de Box-Jenkins, la cual fue
ampliamente utilizada durante las décadas de 1960 y 1970, se conformó un paradigma centrado
en los conceptos de ráıces unitarias y cointegración. Luego, se ha mantenido el uso de modelos
lineales en tiempo discreto, como los modelos autorregresivos y de promedios móviles (ARMA),
los cuales conforman el paradigma predominante en la econometŕıa incluso hoy en d́ıa. No obs-
tante, se ha pasado por alto la potencial incompatibilidad que surge al especificar este tipo de
modelos en contextos en los cuales las variables de interés evolucionan en intervalos de tiempo
más finos que las observaciones disponibles. Los modelos en tiempo discreto no son invariantes
frente al tiempo, por lo que los parámetros estimados corresponden a una frecuencia fija en un
sentido estricto (Chambers, McCroire y Thornton, 2018).

Con el fin de solucionar lo anterior, se ha propuesto la alternativa de formular un modelo
estructural en tiempo continuo con la propiedad de que su solución genere datos equidistantes
que satisfagan un modelo lineal en tiempo discreto. Esto se basa en la derivación de un siste-
ma de ecuaciones en diferencias estocásticas que sigan exactamente un sistema de ecuaciones
diferenciales estocásticas lineales con coeficientes constantes. Dicho modelo discreto es llamado
exacto y permite la especificación de modelos ARMA independientemente de los intervalos de
tiempo correspondientes a las observaciones. Sin embargo, vale la pena resaltar que no existe
la solución ni la representación discreta exacta para todos los modelos (Chambers, McCroire y
Thornton, 2018).
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Además, se han propuesto modelos análogos a los modelos ARMA en tiempo continuo, los
cuales se conocen como procesos CARMA. Gracias a su aplicabilidad a observaciones espacia-
das de manera irregular y a datos de alta frecuencia, estos procesos se han consolidado como
una herramienta versátil y poderosa para modelar fenómenos en ciencias naturales, ingenieŕıa y
finanzas. Esto debido a que los procesos CARMA proporcionan una clase numerosa de procesos
estocásticos cuyas funciones de autocovarianza pueden ser combinaciones lineales de exponen-
ciales complejas, por lo que ofrecen una amplia variedad de modelos posibles para ajustar a
datos emṕıricos (Brandes, 2017).

Recientemente, se extendió el concepto a procesos CARMA multivariados (MCARMA) pa-
ra modelar el comportamiento conjunto de varias series de tiempo dependientes. Los procesos
MCARMA son, por tanto, los análogos en tiempo continuo de los modelos VARMA en tiempo
discreto (Schlemm & Stelzer, 2012). Por otro lado, los procesos ARMA con coeficientes aleato-
rios (RC-ARMA) han despertado recientemente un gran interés; véase, por ejemplo, Nicholls y
Quinn (1982).

Similarmente, el proceso CARMA(1, 0) o autorregresivo de primer orden con coeficientes
aleatorios ya ha sido estudiado y se conoce como proceso de Ornstein-Uhlenbeck generalizado
(GOU). De Haan y Karandikar (1989) incluso probaron que los procesos GOU surgen como el
análogo en tiempo continuo de los procesos AR(1) con coeficientes independientes e idéntica-
mente distribuidos. Desde luego, el proceso de Ornstein-Uhlenbeck y el GOU tienen diversas
aplicaciones en matemáticas actuariales y financieras; véase, por ejemplo, Klüppelberg et al.
(2004).

3.3. Desventajas de la modelación en tiempo continuo en economı́a

En relación con las desventajas que exhiben los modelos en tiempo continuo, Bergstrom
y Nowman (2007) resaltan que su estimación ha exigido el desarrollo de metodoloǵıas alta-
mente especializadas, dificultando su uso por parte de la comunidad académica en economı́a.
Adicionalmente, la especificación de modelos macroeconómicos en tiempo continuo t́ıpicamente
exige herramientas matemáticas muy complejas. Sin embargo, los avances teóricos recientes y
el incremento en la capacidad de cómputo han facilitado su especificación y estimación consi-
derablemente.

Con respecto a la complejidad de la inferencia estad́ıstica en los modelos dinámicos en
tiempo continuo, se deben resaltar los aportes de pioneros como Bergstrom, los cuales han
planteado metodoloǵıas que posibilitan estimaciones rigurosas con base en muestras discretas
de observaciones. Esto ha permitido llevar los modelos en tiempo continuo del ámbito teórico a
la práctica y estimar parámetros independientemente de la frecuencia de los datos disponibles
(Gandolfo, 1993).

3.4. Aplicaciones de los modelos en tiempo continuo en economı́a

En el contexto de las ciencias económicas, los modelos en tiempo continuo poseen dos apli-
caciones fundamentales: modelación macroeconómica y financiera. Hoyos (2020) expone que las
ecuaciones diferenciales de primer orden suelen utilizarse en finanzas, pues las series de tiempo

Maestŕıa en Estad́ıstica 10 Daniela Cárdenas Sánchez



Universidad Nacional de Colombia Sede Bogotá

financieras suelen poseer una estructura dinámica simple. Por otro lado, las ecuaciones diferen-
ciales de segundo orden se ajustan mejor a un modelo económico, al exhibir una dinámica más
compleja.

En ĺınea con lo anterior, Wymer (1993) destaca que los modelos en tiempo continuo de
mercados, tanto reales como financieros, generan estimaciones muy buenas y poseen una buena
habilidad de predicción. Seguidamente, se exponen los principales desarrollos en ambos campos:

Modelación macroeconómica:

Chambers, McCrorie, y Thornton (2018) resaltan que Bergstrom y Wymer plantearon y
estimaron en 1976 el primer modelo macroeconómico en tiempo continuo. Dicho modelo
comprend́ıa diez ecuaciones estructurales, tres identidades y treinta y cinco parámetros
clave. Sirvió como primer prototipo para posteriores planteamientos y la modelación de
mercados financieros y reales, pues su diseño fue innovador al proponer un modelo de
desequilibrio dinámico con un sistema de ecuaciones de ajuste parcial en forma de ecua-
ciones de corrección de errores en tiempo continuo, donde cada variable dependiente se
ajustaba continuamente en respuesta a la desviación de su nivel de equilibrio parcial.

Dicho modelo requirió un uso intensivo de teoŕıa económica e información a priori para
sustentar una representación parsimoniosa en sus parámetros; y su formulación permit́ıa
un sencillo y riguroso análisis de estados estacionarios y propiedades de estabilidad. Aśı,
era posible contrastar la capacidad del modelo de generar soluciones de largo plazo plau-
sibles (Bergstrom y Nowman, 2007).

Con base en lo anterior, la metodoloǵıa propuesta ha sido ampliamente utilizada desde
entonces en el análisis de los efectos de poĺıticas económicas. Por ejemplo, se han plan-
teado grandes modelos macroeconómicos en tiempo continuo para algunos páıses como
Reino Unido (Knight y Wymer, 1978), y las técnicas de modelación se han implementado
para predicción e investigación de los efectos de posibles poĺıticas públicas (Bergstrom,
1984).

Wymer (1993) expone que el trabajo econométrico del Programa de Investigación Mone-
taria Internacional se ha dirigido al desarrollo y evaluación de teoŕıas macroeconómicas
con el fin de evaluar sus posibles implicaciones. La importancia del trabajo emṕırico radi-
ca en la necesidad de probar distintas hipótesis en un marco teórico consistente, dado que
la teoŕıa económica se ha enfocado tradicionalmente en el largo plazo, descuidando los
procesos de ajuste relacionados con el mediano y corto plazo. De esta forma, es posible
analizar con mayor rigurosidad los efectos de la poĺıtica pública.

Adicional a lo anterior, Bergstrom y Wymer plantearon nuevos modelos macroeconómicos
para analizar la economı́a de Reino Unido en 1991 y 1993, respectivamente. En 1976, el
Banco Central de Australia construyó un modelo para representar su economı́a, el cual se
ha empleado ampliamente en numerosos análisis de poĺıtica y simulaciones. Seguidamente,
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Gandolfo lideró la formulación de un modelo en tiempo continuo para la economı́a de
Italia en 1982. De igual manera, se han propuesto modelos en tiempo continuo para
economı́as desarrolladas como Alemania, Canadá, Estados Unidos, Suecia, Nueva Zelanda,
Francia y Japón. Sin embargo, también se ha empleado esta metodoloǵıa para aproximarse
a economı́as en desarrollo como Argentina, Brasil, Colombia, Ecuador, México, India,
Filipinas e Indonesia (Wymer, 1993).

Modelación financiera:

Bergstrom y Nowman (2007) resaltan el uso extensivo de modelos en tiempo continuo
para representar tasas de interés mediante modelos lineales y no lineales, con el fin de
analizar mercados financieros de ingreso fijo. Usualmente, estos modelos se emplean en
la valoración de bonos. Las caracteŕısticas de las tasas de interés que se buscan modelar
son la deriva (drift) y la reversión de su media, pues cuando las tasas son altas, tienden a
regresar a su nivel normal y viceversa. Además, se pretende capturar la relación entre el
nivel de las tasas y su volatilidad, llamada el efecto de nivel. En este contexto, sobresale
el modelo planteado por Chan, Karolyi, Longstaff y Sanders en 1992, el cual incluye como
casos especiales diferentes modelos de tasas de interés.

Por otro lado, Yu (2014) destaca los procesos de difusión, donde la aleatoriedad sigue una
dinámica de tipo browniano, como un tipo de modelos en tiempo continuo usado am-
pliamente en finanzas. Estos modelos paramétricos han sido empleados para caracterizar
dinámicas temporales de variables financieras como precios (de stock), tasas de interés,
tasas de cambio y volatilidades. Además, señala que el modelo en tiempo continuo más
importante en finanzas es el llamado modelo af́ın propuesto por Duffie y Kan en 1996.
Con respecto a los modelos de tipo af́ın, vale la pena resaltar dos casos especiales de tipo
univariado que describen el movimiento de las tasas de interés de corto plazo: por un
lado, el proceso Ornstein-Uhlenbeck (OU) planteado por Vasicek en 1977; por otro lado,
el proceso de ráıces cuadradas de Cox, Ingersoll y Ross, formulado en 1985.

Phillips & Yu (2009) resaltan que el análisis econométrico de modelos en tiempo continuo
ha recibido una notable atención en la econometŕıa financiera, permitiendo que estos mo-
delos puedan aplicarse a datos reales y utilizarse en aplicaciones prácticas. Dichos modelos
paramétricos han sido ampliamente empleados para caracterizar la dinámica temporal de
variables financieras, incluidas las cotizaciones bursátiles, las tasas de interés y los tipos
de cambio. Con respecto a la estimación mediante máxima verosimilitud de sistemas en
tiempo continuo, esta se ha hecho más relevante a partir del siglo XXI, pues los investi-
gadores buscan usar los modelos en aplicaciones importantes para la industria financiera,
como el análisis de la estructura temporal de las tasas de interés y la valoración de op-
ciones y otros derivados financieros.

Por otro lado, se debe tener en cuenta que la mayor disponibilidad de datos de alta
frecuencia, común en las finanzas, ha estimulado el interés en las conexiones entre los
procesos en tiempo continuo y los procesos en tiempo discreto obtenidos mediante su
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muestreo en alta frecuencia, y en el posible uso de modelos en tiempo continuo para su-
gerir métodos inferenciales para dichos datos. A la vez, esto ha incentivado el uso de los
procesos CARMA en variadas aplicaciones financieras, como lo son el análisis de las tasas
de interés, los precios y las señales presentes en los mercados (Brockwell, 2014).

En ĺınea con lo anterior, vale la pena resaltar que los procesos estocásticos en tiempo
continuo son la herramienta más utilizada para explicar la dinámica de los rendimientos
y precios de los activos financieros, pues conforman los elementos fundamentales para
construir modelos financieros para la optimización de portafolios, valoración de derivados
y gestión de riesgos. Fabozzi (2012) menciona que las clases fundamentales de procesos
estocásticos en tiempo continuo empleadas en finanzas son el proceso de Poisson y el
movimiento browniano. El lector puede consultar Øksendal (2003) para un tratamiento
teórico completo de las aplicaciones financieras de los procesos estocásticos en tiempo
continuo impulsados por este último.

3.5. Modelos en tiempo continuo

Con el fin de introducir al lector en la temática de la modelación de series de tiempo en
tiempo continuo, resulta pertinente explicar en un inicio el modelo más sencillo posible. Dicho
modelo corresponde a un proceso estocástico autorregresivo de primer orden y fue desarrollado
por Bergstrom (1984). Con respecto al tiempo continuo, vale la pena resaltar que cada variable
aleatoria y : R −→ R corresponde a una función del tiempo t ∈ R. Luego, una variable de tipo
stock seŕıa de la forma y(t), mientras que una variable de tipo flujo tomaŕıa la forma

∫ t

t−1
y(r)dr.

Dicho esto, trabajaremos a modo de ilustración con un sistema cerrado de primer orden de
ecuaciones diferenciales e integrales no estocásticas. Es decir, un sistema determinista que se
puede resolver de manera completa dada una condición inicial y valores de parámetros. Nuestro
modelo en tiempo continuo está dado por la siguiente ecuación,

Dy(t) = ay(t) + b+ ϕ(t). (1)

Donde D corresponde al operador diferencial con respecto al tiempo, a y b son constantes
reales y ϕ : R −→ R es una función continua del tiempo. A su vez, establecemos una condición
inicial fijando y(0) como constante real. Aśı, se tiene que la solución de la ecuación corresponde
a la función

y(t) =

∫ t

0

ea(t−r)ϕ(r)dr +

(
y(0) +

b

a

)
eat − b

a
. (2)

Si derivamos la anterior expresión, se tiene

Dy(t) = a

∫ t

0

ea(t−r)ϕ(r)dr +

(
y(0) +

b

a

)
aeat = ay(t) + b+ ϕ(t). (3)

Luego,

y(t) =

∫ t−1

0

ea(t−r)ϕ(r)dr +

(
y(0) +

b

a

)
eat − b

a
+

∫ t

t−1

ea(t−r)ϕ(r)dr
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= eay(t− 1) + (ea − 1)
b

a
+

∫ t

t−1

ea(t−r)ϕ(r)dr. (4)

Entonces, la solución de la ecuación diferencial planteada cumple

y(t) = fy(t− 1) + g + ψ, (5)

donde f = ea, g = (ea − 1) b
a
y ψ =

∫ t

t−1
ea(t−r)ϕ(r)dr.

Dicho esto, se debe tener en cuenta que en el modelo estocástico que vamos a trabajar el
término ϕ(t) será reemplazado por un error, por lo que se requiere la implementación de diferen-
ciación e integración estocásticas, lo cual a su vez exige considerar la definición de convergencia
en media cuadrática. Luego, procedemos a plantear la siguiente ecuación diferencial estocástica

Dmcy(t) = ay(t)− b+ ϵ(t), (6)

donde Dmc corresponde al operador diferencial en media cuadrática y {ϵ(t)} es un proce-
so estocástico débilmente estacionario y continuo en media cuadrática; es decir, su media es
constante, su covarianza depende solo de la diferencia temporal y para cualquier instante t, la
esperanza del cuadrado de la diferencia entre sus valores en dos instantes tiende a cero cuando
los instantes se acercan. Entonces, se tiene que para todo y(0) constante, la ecuación anterior
tiene una solución que satisface

y(t) = fy(t− 1) + g + ϵt, (7)

con f = ea, g = (ea − 1) b
a
y ϵt =

∫ t

t−1
ea(t−r)ϵ(r)dr.

Bergstrom (1984) aclara que no existe un proceso débilmente estacionario e integrable cuyas
integrales sobre cualquier par de intervalos disyuntos sean no correlacionadas. Sin embargo, es
posible aproximar esas correlaciones a cero, lo cual es necesario para llevar a cabo la mode-
lación y posterior estimación, pues si los ϵt son independientes e idénticamente distribuidos,
entonces los estimadores f ∗, g∗ obtenidos mediante mı́nimos cuadrados ordinarios (MCO) son
consistentes, generando a su vez estimadores consistentes para los parámetros del modelo en
tiempo continuo de interés,

a∗ = logf ∗, (8)

b∗ =
a∗g∗

f ∗ − 1
. (9)

Teniendo en cuenta lo anterior, Bergstrom (1984) procede a redefinir las operaciones de
diferenciación e integración de tal manera que dependen de una medida aleatoria espećıfica. En
este sentido, define nuevos operadores que son denotados mediante d. Ello le brinda la coherencia
matemática necesaria para plantear la siguiente ecuación diferencial estocástica lineal de primer
orden con coeficientes constantes y error de tipo ruido blanco, la cual puede ser estimada

dy(t) = (ay(t) + b)dt+ ζ(dt), (10)

donde y(t) satisface la siguiente ecuación integral estocástica para todo t ∈ R,

y(t)− y(0) =

∫ t

0

(ay(r) + b)dr +

∫ t

0

ζ(dr). (11)
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En este caso, se asume que ζ es una medida aleatoria definida en todos los subconjuntos de la
recta real con medida de Lebesgue finita. Además, se tiene que si E[ζ(dt)] = 0 y E[ζ(dt)]2 = σ2dt
(constante) entonces, dada una condición inicial y(0) constante, existe una solución a la ecuación
previa que es única en los procesos estocásticos continuos en media cuadrática y tiene la forma

y(t) =

∫ t

0

ea(t−r)ζ(dr) +

(
y(0) +

b

a

)
eat − b

a
. (12)

A su vez, esta solución cumple la ecuación en diferencias estocástica

y(t) = fy(t− 1) + g + ϵt, (13)

con f = ea, g = (ea − 1) b
a
, E[ϵt] = 0, E[ϵ2t ] = σ2

2a
(e2a − 1), E[ϵtϵs] = 0 para s ̸= t y

ϵt =
∫ t

t−1
ea(t−r)ζ(dr).

Esta ecuación corresponde al modelo discreto exacto, el cual posee la propiedad de satisfa-
cer datos generados por el modelo subyacente en tiempo continuo de manera exacta. Luego, a
partir de lo anterior, es posible realizar la estimación de los parámetros del modelo en tiempo
continuo mediante una muestra discreta de observaciones. Vale la pena mencionar que la ma-
yoŕıa de modelos en tiempo continuo no admiten una solución anaĺıtica como la que se presentó
previamente, por lo que se hace necesario recurrir a metodoloǵıas más complejas para buscar
sus soluciones, como se verá en lo que sigue del informe.

3.6. Representación discreta exacta

La representación discreta exacta es crucial para la modelación estad́ıstica en tiempo con-
tinuo por dos razones: primero, la representación discreta exacta permite obtener estimadores
consistentes y asintóticamente eficientes de los parámetros del modelo en tiempo continuo sub-
yacente. Por otro lado, una vez realizada la estimación, es posible introducir restricciones a
priori provenientes de la teoŕıa económica en el modelo en tiempo continuo (Bergstrom, 1984).
Segundo, dado que para algunos modelos no existe representación discreta exacta sino única-
mente aproximada, resulta deseable conocer sus propiedades y desempeño. En este orden de
ideas, al comparar la representación discreta exacta con un modelo aproximado es posible es-
tudiar las propiedades muestrales de los parámetros estimados mediante este último.

Según Chambers (1999), la importancia de la discretización de los modelos en tiempo conti-
nuo surge debido a que es necesario relacionar los parámetros de un modelo en tiempo continuo,
formulado como un sistema de ecuaciones diferenciales estocásticas, con los datos observados en
intervalos discretos de tiempo. Las primeras propuestas para resolver esta cuestión se basaron
en modelos discretos aproximados, en los cuales la precisión de la aproximación aumenta a
medida que disminuye el intervalo temporal entre observaciones.

No obstante, con el tiempo los investigadores se centraron en la obtención de modelos dis-
cretos exactos, que se cumplan exactamente para datos generados por el sistema en tiempo
continuo, sin importar la frecuencia con la que se observen las variables. Esta corriente fue ini-
ciada por Bergstrom (1983), quien demostró un teorema general de existencia y unicidad para
la solución de un sistema de ecuaciones diferenciales estocásticas de orden superior, y utilizó
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esta solución para derivar las fórmulas para el modelo discreto exacto correspondiente a un
sistema de segundo orden, esbozando además un método mediante el cual se podŕıan obtener
los modelos discretos exactos para sistemas de orden mayor a dos.

Vale la pena mencionar que Bergstrom (1984) lideró el desarrollo del enfoque de la repre-
sentación discreta exacta para sistemas de primer y segundo orden, aunque posteriormente
Chambers (1999) extendió dicho trabajo a sistemas de orden superior. Por otro lado, en la lite-
ratura se encuentran varios trabajos centrados en la estimación de modelos en tiempo continuo
con base en sus análogos discretos exactos (Chambers, McCrorie, & Thornton, 2018). En esta
ĺınea, Bergstrom incluso desarrolló un algoritmo para la estimación Gaussiana de un sistema de
ecuaciones diferenciales estocásticas mixtas de primer y segundo orden con datos de tipo flu-
jo y stock y tendencias estocásticas no observables, lo cual permite la presencia de cointegración.

Posteriormente, Chambers (1999) propuso un enfoque alternativo para derivar la represen-
tación discreta exacta de un sistema de ecuaciones diferenciales estocásticas de orden superior
para los casos de sistemas estacionarios, no estacionarios y explosivos, y para datos observados
como una mezcla de variables de stock y de flujo, por lo que esta metodoloǵıa es aplicable a
datos integrados y cointegrados. Además, se plantearon expresiones para una representación
expĺıcita de media móvil del vector de errores en el modelo en tiempo discreto, que puede utili-
zarse para obtener la función de verosimilitud gaussiana exacta del modelo en tiempo continuo,
suponiendo que los errores son de tipo ruido blanco.

Aśı, los resultados de Chambers (1999) proporcionan la base para la estimación e inferencia
en sistemas estacionarios y no estacionarios de tiempo continuo de orden superior, la producción
de pronósticos post-muestra de datos en tiempo discreto y el estudio de sistemas en tiempo
continuo cointegrados. Es por ello que, este enfoque es preferido a otras alternativas para la
estimación de sistemas en tiempo continuo de orden superior, como la propuesta de Harvey y
Stock (1988) basada en el filtro de Kalman.

Dado que muchas variables económicas exhiben complejas estructuras de correlación que
requieren ecuaciones diferenciales de órdenes superiores, es relevante extender el método emplea-
do por Chambers (1999) a modelos más complejos. Aśı, Hoyos (2020) deriva la representación
discreta exacta de un sistema cointegrado de ecuaciones diferenciales estocásticas mixtas de
primer y segundo orden con datos de tipo flujo y stock y tendencias estocásticas.

Por otro lado, Tómasson (2018) aclara que las ecuaciones diferenciales de orden superior
pueden escribirse en forma de estado-espacio como ecuaciones diferenciales multivariadas de
primer orden. Lo anterior significa una manera conveniente de expresar sistemas dinámicos
lineales de orden superior, pues éstos son transformados en una ecuación diferencial lineal de
primer orden en varias dimensiones. Vale la pena mencionar que esta representación no es única,
ya que existen varias representaciones de tipo estado-espacio para una ecuación diferencial.

Adicionalmente, se debe resaltar que el enfoque de modelación de estado-espacio surgió en
modelos lineales de series de tiempo para la estimación y predicción de procesos ARMA, pero se
ha convertido en una herramienta poderosa en los modelos en tiempo continuo, pues proporcio-
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na un marco conceptual y una forma computacionalmente eficiente de calcular estimaciones de
parámetros en una amplia gama de situaciones. Problemas relacionados con procesos estocásti-
cos estacionarios y no estacionarios, parámetros que vaŕıan sistemática o estocásticamente, y
variables no observadas o latentes han sido abordados mediante estas herramientas (Allal &
Benmoumen, 2013).

3.7. Modelos en tiempo discreto con coeficientes aleatorios

Regis et al. (2022) presentan una śıntesis de los modelos autorregresivos en tiempo discreto
con coeficientes aleatorios, ilustrando sus ventajas, propiedades, métodos de estimación, prue-
bas, paquetes de software y aplicaciones t́ıpicas. A su vez, los autores definen la estructura
de modelos autorregresivos de promedio móvil aleatorios (RARMA, por sus siglas en inglés)
para unificar los distintos planteamientos teóricos presentes en la literatura. A continuación, se
expone dicha estructura generalizada:

Un proceso estocásticom-variado
{
Yi,t
}
para unidades i = 1, . . . , n en el tiempo t = 1, . . . , Ti

sigue un modelo autoregresivo aleatorio de orden p− RAR(p) si satisface

Yi,t =

p∑
k=1

g̃i,t,kYi,t−k +Xi,tβ + Zi,tci + ei,t, (14)

donde Yi,t y Yi,t−k son los m-vectores de las variables respuesta para la unidad i en el tiempo
t y t−k respectivamente. Las m×mr y m×ms matrices diagonales Xi,t y Zi,t son las matrices
de diseño para el tiempo t para los efectos fijos y aleatorios respectivamente. El mr-vector

β =
[
βT
1 , . . . , β

T
m

]T
y el ms vector ci, =

[
ci,1

T , . . . , ci,m
T
]T

representan efectos fijos y aleatorios,
con los vectores βj y ci,j correspondientes al resultado j ésimo.

Se supone que ci, proviene de una distribución con media cero y matriz de covarianzas
constante Σc. Las m ×mp-matrices de coeficientes de regresión

{
g̃i,t
}
constituyen un proceso

estocástico indexado por i y t, donde g̃i,t =
[
g̃i,t,1, . . . , g̃i,t,p

]
. El proceso de ruido

{
ei,t
}
es una

secuencia de vectores aleatorios de m variables con media cero y matriz de covarianzas Σei,t .
No se realizan supuestos sobre las correlaciones entre

{
g̃i,t
}
y
{
ei,t
}
, mientras que todas las

variables aleatorias son independientes entre unidades.

Aśı, el modelo RARMA(p, q, r, s) se define en general como

Yi,t =

p∑
k=1

γkYi,t−k +

q∑
k=1

φkwi,t−k +Xi,tβ + Zi,tci,t + wi,t, (15)

wi,t =
r∑

j=1

fi,t,jwi,t−j +
s∑

j=1

gi,t,jYi,t−j + ℓ0,i,tŶi,t + ei,t. (16)

Nuevamente Yi,t y Yi,t−k son los m-vectores de las variables respuesta para la unidad i en

el tiempo t y t − k respectivamente; mientras que Ŷi,t es la respuesta estimada. Las matrices
diagonales Xi,t y Zi,t son las matrices de diseño para el tiempo t para los efectos fijos y aleatorios

respectivamente. Los vectores β =
[
βT
1 , . . . , β

T
m

]T
y ci, =

[
ci,1

T , . . . , ci,m
T
]T

representan efectos
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fijos y aleatorios, con los vectores βj y ci,j correspondientes al resultado j ésimo.

Se supone que ci, proviene de una distribución con media cero y matriz de covarianzas
constante Σc. Los procesos de ruido

{
wi,t

}
y
{
ei,t
}
son secuencias de vectores aleatorios de m

variables con media cero y matrices de covarianzas Σwi,t
y Σei,t , respectivamente.

Adicionalmente, los vectores γ =
[
γ1, . . . , γp

]T
y φ =

[
φ1, . . . , φq

]T
son los coeficientes cons-

tantes autoregresivos y de promedio móvil, respectivamente; los vectores fi,t =
[
fi,t,1, . . . , fi,t,r

]T
, gi,t =[

gi,t,1, . . . , gi,t,s
]T

y ℓ0,i,t son procesos estocásticos indexados por i y t con media cero. Además,

Cov


ci,t
gi,t
fi,t
ℓ0,i,t
ei,t

 =


Σc 0 0 0 0
0 Σgi 0 0 Σge

0 0 Σf 0 0
0 0 0 Σl 0
0 Σge 0 0 Σei,t

 . (17)

En general, un modelo autorregresivo con coeficientes aleatorios permite el tratamiento de
series de tiempo con intervalos de observación muy cortos y alta volatilidad, como lo son las
series temporales económicas y financieras. Para ello, se define los modelos RARMA (Regis,
Serra y van den Heuvel, 2022). Como se ilustró previamente, en dichos modelos los datos se ca-
racterizan mediante tres dimensiones: número de unidades n, número de resultadosm y número
de muestras T . Según m es posible clasificar los modelos como univariados si m = 1, entre los
cuales se encuentran los modelos de series de tiempo comúnmente estudiados en finanzas, o
multivariados si m > 1.

Adicional a lo anterior, se distinguen dos familias de modelos. Por un lado se tienen los
modelos que capturan heterogeneidad en el tiempo, en donde los coeficientes son procesos es-
tocásticos. Por otro lado, se identifican los modelos con heterogeneidad entre unidades, en los
cuales los coeficientes siguen una distribución de probabilidad. En el campo de las finanzas,
la literatura se ha enfocado en el primer tipo de modelos siguiendo el trabajo fundamental de
Nicholls and Quinn (1982). A su vez, el presente trabajo se enmarca en este tipo de modelos;
más espećıficamente, en los modelos de coeficientes autorregresivos con términos correlaciona-
dos (RCAC, por sus siglas en inglés) que se emplean en economı́a y finanzas, pues en dichas
áreas el supuesto de independencia de los coeficientes en el tiempo t́ıpicamente no se satisface
(Regis, Serra y van den Heuvel, 2022).

Con respecto a la aplicación de los modelos con coeficientes aleatorios en economı́a, es ne-
cesario tener en cuenta que las series económicas presentan cambios estructurales causados por
eventos exógenos como cambios de poĺıtica, crisis o fenómenos naturales. Frente a ello, los mo-
delos con coeficientes constantes no son capaces de capturar dicho fenómeno ni de reproducir los
cambios en el comportamiento histórico de las series. Por su parte, los modelos con coeficientes
variables en el tiempo permiten superar estas dificultades (Hoyos, 2024). No obstante, Hoyos
(2024) explica que este tipo de modelos requiere la especificación de un mecanismo generador
para los coeficientes, el cual puede ser determińıstico o estocástico. Además, menciona que se
han propuesto varios métodos de estimación, como mı́nimos cuadrados, mı́nimos cuadrados
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ponderados, máxima verosimilitud, estimadores Bootstrap, entre otros.

En este orden de ideas, Nicholls y Quinn (1980) propusieron un método de estimación por
mı́nimos cuadrados para modelos univariados autorregresivos con coeficientes aleatorios, fuer-
temente consistente. Ello se emplea como punto de partida para el procedimiento iterativo que
optimiza el criterio de verosimilitud en Nicholls y Quinn (1982). En este último trabajo, se
obtuvieron además estimaciones por máxima verosimilitud fuertemente consistentes y asintóti-
camente normales, siempre que los coeficientes sean conjuntamente normales, aunque no existe
una forma expĺıcita para estas estimaciones.

En el trabajo econométrico aplicado, los modelos de coeficientes variables en el tiempo se han
utilizado ampliamente, pues proporcionan un mecanismo natural para que un modelo evolucio-
ne en el tiempo. En la literatura se ha resaltado la flexibilidad de los enfoques no paramétricos y
de transición suave para capturar la evolución de los coeficientes, pues estos permiten modelar
la no estacionariedad mediante series de tiempo casi integradas sin imponer una estructura fija
de ráız unitaria local, generando aśı desviaciones de la unidad en direcciones tanto estacionarias
como explosivas que pueden evolucionar en el tiempo. Estos modelos se conocen como modelos
funcionales de ráız unitaria local (Bykhovskaya & Phillips, 2018).

Siguiendo a Bykhovskaya & Phillips (2018), lo anterior proporciona una ventaja crucial en
relación con los modelos estándar de ráız unitaria local, dado que se permite que el coeficiente
autorregresivo vaŕıe, permaneciendo cerca de una ráız unitaria. Aśı es posible modelar datos
financieros que presentan periodos de procesos de ráız unitaria al igual que episodios de auge,
cáıda y recuperación. Luego, se logran representar casos realistas en donde el comportamiento
de ráız unitaria de un proceso estocástico puede interrumpirse por episodios de casi estaciona-
riedad o de comportamiento casi explosivo. Con respecto a la estimación de estos modelos con
coeficientes estocásticos variables, los métodos predominantes se basan en diversos filtros, como
el filtro de Kalman, los cuales se pueden utilizar en las representaciones de la forma espacio-
estado de los modelos (Giraitis, Kapetanios & Yates, 2014).

Por su parte, Tao, Phillips & Yu (2019) concuerdan en que muchas series temporales ma-
croeconómicas y financieras se describen adecuadamente mediante procesos autorregresivos con
ráıces cercanas a la unidad, pero no necesariamente constantes a lo largo del tiempo, por lo
que en la literatura se hallan diversas metodoloǵıas que buscan extender los modelos de ráız
unitaria puros hacia sistemas dinámicos flexibles. Por ejemplo, existe un enfoque en el cual se
permiten saltos estructurales donde el coeficiente autorregresivo toma diferentes valores cons-
tantes (Jiang et al., 2017). Otro enfoque asume que el coeficiente autorregresivo evoluciona de
acuerdo con un proceso estocástico (Lieberman y Phillips, 2017); incluso, se plantea un paráme-
tro autorregresivo variable que captura la evolución en el proceso estocástico (Bykhovskaya &
Phillips, 2020).

Por otro lado, desde la crisis financiera global de 2008 surgió gran interés por modelar
comportamientos explosivos y colapsos. Para ello, se han empleado los procesos autorregresivos
explosivos e integrados y además se han propuesto modelos con coeficientes autorregresivos alea-
torios. Por ejemplo, Aue (2008) propuso un modelo autorregresivo con coeficientes aleatorios
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casi integrados y Banerjee et al. (2017) presentaron un modelo autorregresivo con coeficientes
aleatorios casi explosivo.

3.8. Modelos en tiempo continuo con coeficientes aleatorios

Chambers y Taylor (2018) estudiaron el impacto de introducir parámetros variables en un
modelo autorregresivo de primer orden en tiempo continuo y en su representación discreta.
Analizaron los efectos de las variaciones en el parámetro autorregresivo, los parámetros de ten-
dencia determińıstica y el factor de escala. En su trabajo se consideran dos posibilidades de
variación, por un lado, se evalúa un cambio determińıstico en un único periodo definido para
los parámetros; y por otro lado se permite que el parámetro autorregresivo siga por śı mismo
un proceso autorregresivo de primer orden en tiempo continuo.

Su contribución se resalta al derivar una representación discreta exacta de un modelo en
tiempo continuo con un parámetro autorregresivo variable, el cual satisface una ecuación dife-
rencial estocástica. Además, muestran que la representación discreta del caso propuesto sigue
un modelo con estructura autorregresiva, de tal manera que el logaritmo del parámetro auto-
rregresivo sigue un proceso ARMA (1,1), análogo a la ráız unitaria estocástica de los modelos
en tiempo discreto (Chambers y Taylor, 2018).

Por su parte, Chen, Chow y Hunter (2018) resaltan que las contribuciones de modelos en
tiempo continuo con coeficientes variables son escasas y proponen una metodoloǵıa de modela-
ción mediante ecuaciones diferenciales estocásticas con parámetros variables como un enfoque
que busca capturar sistemas dinámicos autorregulados en tiempo continuo. Los parámetros va-
riables representan la autorregulación y procesos que siguen diferentes dinámicas en distintas
escalas de tiempo. Adicionalmente, realizan la estimación mediante algoritmos basados en una
extensión del filtro de Kalman.

En ĺınea con lo anterior, en la literatura se exponen algunas aplicaciones de este tipo de
modelos en el marco de las ciencias sociales. Por ejemplo, Chen et al. (2018) proponen un en-
foque de modelación basado en ecuaciones diferenciales estocásticas con parámetros variantes
en el tiempo para capturar sistemas dinámicos de auto organización en tiempo continuo.

Tao, Phillips & Yu (2019) plantean un modelo en tiempo continuo con un parámetro de
persistencia aleatorio y obtienen su representación discreta exacta. Esto permite clasificar los
distintos comportamientos de trayectorias muestrales en diferentes escenarios de inestabilidad
y explosividad, los cuales se distinguen paramétricamente a la vez que se formulan hipótesis
para facilitar su contrastación emṕırica. Su modelo es una versión modificada del proceso de
Ornstein-Uhlenbeck. Para la estimación, se emplea un enfoque de dos etapas que permite mo-
delar la heterocedasticidad del proceso y genera estimadores consistentes. Adicionalmente, se
observa que los estimadores se desempeñan bien en conjuntos de datos realistas, por lo que la
teoŕıa se extiende a modelos cuyo parámetro de persistencia es determinado de forma endógena.

Adicionalmente, los autores realizan una aplicación emṕırica a los precios reales diarios del
S&P 500 entre el 2 de enero de 1964 y el 31 de diciembre de 2015, hallando evidencia sólida
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en contra de la constancia de parámetros. Más espećıficamente, se identifican tres periodos de
inestabilidad explosiva en los datos que coinciden con periodos de importantes alzas de precios
observadas en los datos. Además, las pruebas de endogeneidad en estos datos proporcionan
evidencia contundente a favor de retroalimentaciones endógenas en el marco del modelo de
coeficientes aleatorios.

A partir de lo anterior, Hoyos (2024) extiende el modelo de Tao et al. (2019) al caso multiva-
riado y plantea otro método de estimación. En ese caso, no es posible plantear la representación
discreta exacta con el fin de estimar los parámetros del modelo debido a que la matriz autorre-
gresiva y la matriz de covarianzas son funciones no lineales de una matriz no observable, por lo
que se requiere asignar todos los componentes no observables al término de error. Seguidamen-
te, Hoyos (2024) analiza dicho método mediante un experimento Monte Carlo, el cual sugiere
un buen desempeño. Además, se realiza un ejercicio aplicado que sugiere un buen ajuste de
los coeficientes variables para las tasas de interés y permite estudiar la teoŕıa de las expectativas.

A continuación, se expone brevemente el planteamiento inicial del modelo de Hoyos (2024).
Se considera un proceso aleatorio continuo p-dimensional y(t), el cual satisface el sistema de
ecuaciones diferenciales estocásticas

dy(t) = [Adt+ dB(t)]y(t) + dW (t). (18)

Donde d corresponde al operador diferencial estocástico del cálculo de Itô, t > 0 y A es
una matriz de coeficientes de tamaño p × p; dB(t) es una matriz de incrementos brownianos
de tamaño p × p con media cero y matriz de covarianzas Σdt = E

[
vec dB(t)(vec dB(t))′

]
con

vec dB(t) correspondiente al vector de tamaño p2 × 1 obtenido al unir las columnas de dB(t),
y dW (t) es un vector de incrementos brownianos de tamaño p × 1 con media cero y matriz
de covarianzas Ωdt. Se asume que E

[
dBi(t)dWj(s)

]
= 0 para todo i, j, t y s. Además, A es

llamada la matriz de parámetros de tendencia de la matriz de coeficientes aleatorios, Σ es la
matriz de parámetros de difusión de la matriz de coeficientes aleatorios y Ω es la matriz de
parámetros de difusión del proceso Ornstein-Uhlenbeck multivariado en un ambiente aleatorio.

En este punto, vale la pena mencionar que los métodos empleados por Hoyos (2024) co-
rresponden a la versión en tiempo continuo del modelo autorregresivo de primer orden con
coeficientes aleatorios propuesto por Nicholls y Quinn (1982) y pueden extenderse a sistemas
más generales. En este caso, se propone formular una ecuación diferencial estocástica de segundo
orden con coeficientes aleatorios en tiempo continuo.

4. Planteamiento del modelo

En esta sección, se presenta la formulación del modelo propuesto por Hoyos, Gómez y
Cárdenas-Sánchez (2025) que extiende el trabajo de Tao et al. (2019) y Hoyos (2024). En este
sentido, se introduce un modelo de series de tiempo en tiempo continuo con coeficientes alea-
torios, en donde se toma un modelo autorregresivo de segundo orden y se imponen variaciones
aleatorias en sus coeficientes a lo largo del tiempo.

Maestŕıa en Estad́ıstica 21 Daniela Cárdenas Sánchez



Universidad Nacional de Colombia Sede Bogotá

Dado que el propósito del presente informe comprende la caracterización del proceso es-
tocástico modelado, es necesario presentar una representación en tiempo discreto del modelo
subyacente que posibilite la simulación del proceso estocástico y su posterior estimación. Para
ello, luego de realizar el planteamiento del modelo en tiempo continuo, se introducirá una re-
presentación discreta exacta.

Dicho esto, el modelo en tiempo continuo propuesto por Hoyos et al. (2025) está dado por
la siguiente expresión:

dDy(t) = [a1 + dB1]Dy(t)dt+ [a2 + dB2] y(t)dt+ dW (t), (19)

donde y(t) corresponde al proceso estocástico de interés con t ≥ 0, d es el operador diferen-
cial estocástico del cálculo de Itô, D corresponde al operador diferencial en media cuadrática, a1
y a2 son parámetros constantes, dB1(t), dB2(t) y dW (t) son incrementos brownianos con media
cero y varianza σ2

1dt, σ
2
2dt y σ

2
3dt respectivamente. Además, se imponen las condiciones iniciales

y(0) y Dy(0). Adicionalmente, se asume que E
[
dB1(t)dB2(s)

]
= 0 y E

[
dBi(t)dW (s)

]
= 0

para i = 1, 2 y todo valor de t y s.

A continuación, se expone la representación discreta exacta del modelo, la cual es necesaria
para su simulación y la estimación de sus coeficientes.

4.1. Representación discreta exacta

En su documento de trabajo, Hoyos et al. (2025) realizan la derivación formal de la re-
presentación discreta exacta del modelo en tiempo continuo propuesto. Para ello, es necesario
reescribir el modelo como un sistema diferencial estocástico de primer orden:

dỹ(t) = [A+ dB(t)]ỹ(t)dt+ dW̃ (t), (20)

donde

ỹ(t) =

(
y(t)

Dy(t)

)
, A =

(
0 1
a2 a1

)
, dB(t) =

(
0 0

dB2(t) dB1(t)

)
, dW̃ (t) =

(
0

dW (t)

)
.

Se tiene que dB(t) y dW̃ (t) satisfacen

Σdt = E
[
vec dB(t)(vec dB(t))′

]
=


0 0 0 0
0 σ2

2 0 0
0 0 0 0
0 0 0 σ2

1

 dt, Ωdt = E
[
dW̃ (t)dW̃ (t)′

]
=

(
0 0
0 σ2

3

)
dt.

El sistema (20) corresponde a la versión en tiempo continuo del modelo autorregresivo de
coeficientes aleatorios presentado por Nicholls y Quinn (1982); aunque también es un caso
particular del sistema de ecuaciones diferenciales estocásticas propuesto por Hoyos (2024),
quien halló la siguiente representación discreta exacta, asumiendo datos observados en tiempo
discreto de forma equidistante (en 0, h, 2h, . . . , Nh = T ):

Maestŕıa en Estad́ıstica 22 Daniela Cárdenas Sánchez



Universidad Nacional de Colombia Sede Bogotá

ỹth = Ψthỹth−h + η̃th, t = 1, . . . , N, (21)

donde

Ψth = e
∫ th
th−h[A+dB(s)]ds,

η̃th =

∫ th

th−h

e
∫ th
r [A+dB(s)]dsdW̃ (r).

Donde h es el intervalo de muestreo o periodo entre observaciones, N es el número total de
observaciones y T la longitud del intervalo de la muestra.

Siguiendo a Hoyos et al. (2025), este sistema en tiempo discreto conforma la base para hallar
la siguiente representación discreta exacta del modelo (19), la cual exige intervalos de tiempo
equidistantes de longitud h:

yh = [Ψh]11 y0 + [Ψh]12Dy(0) + ηh, (22)

yth =
(
[Ψth]11 + [Ψth]12 [Ψth−h]22 [Ψth−h]

−1
12

)
yth−h

+
(
[Ψth]12 [Ψth−h]21 − [Ψth]12 [Ψth−h]22 [Ψth−h]

−1
12 [Ψth−h]11

)
yth−2h + ηth, (23)

donde el término de error es

ηh = G1

∫ h

0

e
∫ h
r [A+dB(s)]dsdW̃ (r), (24)

ηth = G1

∫ th

th−h

e
∫ th
r [A+dB(s)]dsdW̃ (r) +Gth

∫ th−h

th−2h

e
∫ th−h
r [A+dB(s)]dsdW̃ (r). (25)

Dicho error se distribuye normalmente y es un proceso de promedio móvil de primer orden
con media cero, cuya varianza y autocovarianza están dadas por:

E
(
η2h
)
= γ̃0 = G1E

[∫ h

0

e
∫ h
r [A+dB(s)]dsΩe

∫ h
r [A′+dB(s)′]dsdr

]
G′

1, (26)

E
(
η2th
)
= γ0 = G1E

[∫ th

th−h

e
∫ th
r [A+dB(s)]dsΩeth

[
A′ + dB(s)′

]
ds

+ E

[
Gth

∫ th−h

th−2h

e
∫ th−h
r [A+dB(s)]dsΩe

∫ th−h
r [A′+dB(s)′]dsdrG′

th

]
, (27)

E (ηthηth−h) = γ1 = E

[
Gth

∫ th−h

th−2h

e
∫ th−h
r [A+dB(s)]dsΩe

∫ th−h
r [A′+dB(s)′]dsdr

]
G′

1. (28)

Aqúı t = 2, . . . , N,G1 = (1, 0), Gth =
(
− [Ψth]12 [Ψth−h]22 [Ψth−h]

−1
12 , [Ψth]12

)
y [Ψth]ij es la

entrada (i, j) de la matriz exponencial Ψth.
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Ahora bien, con el objetivo de caracterizar el proceso estocástico de interés, vale la pena
tener en cuenta lo siguiente:

Los errores de la representación discreta exacta presentan correlación positiva. Hoyos et
al. (2025) demuestran que:

γ0 =
2

3
σ2
3h

3 + o
(
h3
)
, (29)

γ1 =
1

6
σ2
3h

3 + o
(
h3
)
. (30)

Siguiendo a Hoyos (2025), el término de error ηth con varianza γ0 y autocovarianza γ1
admite la representación

ηth = ϵth + θϵth−h, (31)

donde ϵth es un proceso de ruido blanco con media cero y varianza σ2
ϵ = γ1/θ =

γ0/
(
1 + θ2

)
, θ =

(
1−

√
1− 4ρ2

)
/(2ρ), y ρ = γ1/γ0. De esta forma, al obviar los térmi-

nos de orden menor a O
(
h3
)
, es fácil ver que θ = 2−

√
3 y ρ = 0,25.

Vale la pena resaltar que esta representación discreta exacta no puede utilizarse para
realizar la estimación de los parámetros debido a que la matriz Ψth y la varianza y auto-
covarianza del error ηth son funciones no lineales de la matriz dB(s), la cual se compone
de los incrementos brownianos no observados dB1(s) y dB2(s) (Hoyos, 2024).

A partir de la representación discreta exacta presentada en esta sección, se procederá a
realizar una caracterización del proceso estocástico representado en el modelo subyacente en
tiempo continuo.

5. Propiedades

Con el fin de analizar el comportamiendo teórico del proceso estocástico representado me-
diante (19), resulta pertinente reescribir el modelo de la siguiente manera:

dDy(t) = a1Dy(t)dt+ dB1Dy(t)dt+ a2y(t)dt+ dB2y(t)dt+ dW (t). (32)

Luego, se tiene una ecuación diferencial de segundo orden de la forma

dDy(t)− a1Dy(t)dt− a2y(t)dt = dB1Dy(t)dt+ dB2y(t)dt+ dW (t). (33)

Dicho esto, se observa que si a1 = 0, el lado izquierdo de la expresión se asemeja a un
movimiento armónico simple (MAS). En este sentido, a1 corresponde a un parámetro de amor-
tiguación del sistema.
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Por otro lado, si a1 ̸= 0, la teoŕıa de ecuaciones diferenciales de segundo orden nos permite
identificar tres posibles casos. Primero, si a21 + 4a2 > 0 el sistema estaŕıa sobreamortiguado,
por lo que no se esperaŕıa que presente comportamiento oscilatorio. Segundo, si a21 + 4a2 = 0
el sistema estaŕıa amortiguado cŕıticamente, por lo que no se esperaŕıa que presente comporta-
miento oscilatorio, pero cualquier reducción en la amortiguación generaŕıa oscilaciones. Tercero,
si a21+4a2 < 0 el sistema estaŕıa subamortiguado, por lo que se esperaŕıa que el sistema presen-
te comportamiento oscilatorio, aunque la amplitud de sus oscilaciones debeŕıa disminuir con el
tiempo.

Adicional a lo anterior, desde un enfoque propio del análisis de las series de tiempo, es
posible realizar un estudio del comportamiento del proceso estocástico modelado mediante el
polinomio autorregresivo discriminado a lado izquierdo de la ecuación (33). Para ello definimos
∆ = a21 + 4a2. Luego, las ráıces del polinomio autorregresivo corresponden a

z1,2 =
a1 ±

√
∆

2
. (34)

Con el fin de caracterizar el proceso estocástico modelado, en la Tabla 1 se presenta una
śıntesis de su comportamiento teórico esperado, según los signos de los parámetros a1, a2,∆
(positivos, negativos o iguales a cero). Vale la pena mencionar que de los 27 casos posibles,
sólo 13 tienen coherencia algebraica en cuanto a la definición de las variables, por lo que nos
limitamos a esos casos.

Adicionalmente, teniendo en cuenta la caracterización basada en la teoŕıa de las ecuaciones
diferenciales de segundo orden, es posible afirmar que los casos 2 y 3 se debeŕıan asemejar a
un movimiento armónico simple; los casos 4 y 5 a un sistema amortiguado cŕıticamente; los ca-
sos del 6 al 11 a un sistema sobreamortiguado; y los casos 12 y 13 a un sistema subamortiguado.

En el campo de las finanzas, el modelo planteado resulta pertinente porque nos permi-
te representar fenómenos relevantes como el llamado momentum o la inercia de los precios a
moverse en la misma dirección previa, la reversión a la media y la volatilidad. En principio,
el planteamiento de una ecuación diferencial estocástica de segundo orden nos permite rela-
cionar el comportamiento del nivel actual de una serie con su velocidad de cambio. Además,
el parámetro de amortiguamiento a1 puede regular la velocidad de disipación de los choques,
distinguiendo perturbaciones pasajeras y ciclos persistentes. Por su parte, la introducción de
coeficientes aleatorios refleja que la intensidad de los ajustes en la serie no es constante, lo cual
captura distintas dinámicas propias de los mercados en reǵımenes tranquilos o turbulentos.

Dicho esto, en la siguiente sección se expone un primer método de estimación para el modelo,
el cual será probado mediante un experimento Monte Carlo en conjuntos de datos simulados.

6. Estimación

Con el fin de plantear un primer método de estimación para el modelo expuesto en (19),
Hoyos et al. (2025) recurren a la deducción de la siguiente representación discreta aproximada

Maestŕıa en Estad́ıstica 25 Daniela Cárdenas Sánchez



Universidad Nacional de Colombia Sede Bogotá

Caso ∆ a1 a2 Comportamiento teórico Ráıces del polinomio
1 0 0 0 Explosivo z1 = z2 = 0
2 + 0 + Explosivo (si a2 < 1), Ráız

Unitaria (si a2 = 1), Esta-
cionario (si a2 > 1)

z1 = −√
a2 ∈ R, z2 =

√
a2 ∈ R

3 − 0 − Explosivo (si |a2| < 1), Ráız
Unitaria (si |a2| = 1), Esta-
cionario (si |a2| > 1)

z1 = −√
a2 /∈ R, z2 =

√
a2 /∈ R

4 0 + − Explosivo (si a1 < 2), Ráız
Unitaria (si a1 = 2), Esta-
cionario (si a1 > 2)

zi =
a1
2
> 0, −a21

4
= a2

5 0 − − Explosivo (si a1 > −2),
Ráız Unitaria (si a1 = −2),
Estacionario (si a1 < −2)

zi =
a1
2
< 0, −a21

4
= a2

6 + + 0 Explosivo z1 = 0, z2 = a1 > 0
7 + + + Explosivo, Ráız Unitaria o

Estacionario
z1 > 0, z2 < 0

8 + + − Explosivo, Ráız Unitaria o
Estacionario

z1 > 0, z2 > 0

9 + − 0 Explosivo z1 = 0, z2 = a1 < 0
10 + − + Explosivo, Ráız Unitaria o

Estacionario
z1 > 0, z2 < 0

11 + − − Explosivo, Ráız Unitaria o
Estacionario

z1 < 0, z2 < 0

12 − + − Oscilatorio (Explosivo, Ráız
Unitaria o Estacionario)

z1 /∈ R, z2 /∈ R

13 − − − Oscilatorio (Explosivo, Ráız
Unitaria o Estacionario)

z1 /∈ R, z2 /∈ R

Tabla 1: Análisis del comportamiento del proceso estocástico y(t)
Fuente: Elaboración propia.
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para el modelo en tiempo continuo subyacente, para observaciones realizadas en intervalos de
tiempo equidistantes de longitud h:

yth = (a1h+ 2 + a2h
2)yth−h − (a1h+ 1)yth−2h + uth, (35)

donde uth se distribuye normalmente y es un proceso de promedio móvil de primer orden
con media cero, varianza γ

(u)
0,th = σ2

1h(yth−h − yth−2h)
2 + 1

2
σ2
2h

3y2th−h +
2
3
σ2
3h

3 y autocovarianza

γ
(u)
1,th = 1

4
σ2
2h

3yth−hyth−2h +
1
6
σ2
3h

3.

En este punto, se debe resaltar que al realizar la estimación mediante esta representación,
surgen dos fuentes de sesgo: la discretización que aumenta al disminuir la frecuencia de las
observaciones y la correlación en los errores. Entonces, no es correcto adoptar un método
de estimación convencional como Mı́nimos Cuadrados Ponderados debido a que se ignora la
correlación en el error hallada en (30), por lo que Hoyos et al. (2025) implementan lo siguiente,

uth−h = eth + θtheth−h, (36)

donde, suponiendo que σ2
1 > 0 y/o σ2

2 > 0, eth es un proceso no correlacionado con media

cero y varianza γ
(e)
0,th = γ

(u)
1,th/θth, θth = (1−

√
1− 4ρ2th)/(2ρth) y ρth = γ

(u)
1,th/γ

(u)
0,th.

Ahora bien, en cuanto a los casos teóricos identificados en la Tabla 1, vale la pena analizar
dos escenarios de interés en el contexto de las finanzas. En ese sentido, se procederá a estu-
diar el desempeño del estimador propuesto en ambos escenarios mediante experimentos Monte
Carlo. Para ello, se fijaron valores de interés para los parámetros a1, a2, σ1, σ2 y σ3 y se realizó
la simulación de series empleando la representación discreta exacta presentada en la sección 4.
Posteriormente, se realizó la estimación de los parámetros mediante el método propuesto, cal-
culando en cada caso el sesgo promedio, error cuadrático medio, sesgo mediano, error estándar
del sesgo, coeficiente de variación, y el error cuadrático medio relativo.

Vale la pena mencionar que se analizaron las frecuencias semanal (h = 1
52
) y diaria (h =

1
252

) para series de cinco (T = 5) y diez (T = 10) años. Esto para determinar el desempeño
del método de estimación al aumentar la frecuencia de las observaciones y el tamaño de la
muestra. No obstante, las series financieras poseen en su mayoŕıa altas frecuencias, por lo que
la frecuencia diaria resulta de mayor interés. Además, se excluyó la frecuencia mensual del
experimento debido a que esta incrementa el sesgo de discretización de las estimaciones. A su
vez, se realizaron 3000 repeticiones para cada combinación de parámetros estudiada y en todos
los casos se fijaron las condiciones iniciales y(0) = 0 y Dy(0) = 0.

6.1. Escenario subamortiguado

Mediante el caso 12 expuesto en la Tabla 1, es posible reflejar dinámicas ćıclicas y oscila-
torias de los mercados como las burbujas o los periodos de sobreajuste seguidos de corrección,
los cuales son comportamientos frecuentemente observados en activos volátiles. Esto resulta
de interés para estudiar ciclos financieros porque nos permite explorar cómo oscilaciones con
amplitud decreciente se ven afectadas por choques aleatorios en los parámetros.
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Para simular este escenario, tomamos como base a1 = 0,2 y a2 = −1 para obtener una

frecuencia natural muy cercana a 1 (−
√
∆

2
≈ 0,995). Además, en principio tomamos un ruido

aditivo (σ3) grande en relación a los ruidos que afectan a los coeficientes para analizar un es-
cenario más estable. Posteriormente se implementaron dos variaciones. Primero, se incrementó
el parámetro de amortiguamiento a1 = 0,6 para simular una disipación más rápida y luego se
tomaron ruidos multiplicativos (σ1, σ2) grandes en relación al ruido aditivo para aumentar la
volatilidad. Los resultados de los experimentos se presentan en la Tabla 2.1

Ejercicio A B C D E
h 1

52
1
52

1
252

1
252

1
252

T 5 10 10 10 10
a1 0,2 0,2 0,2 0,2 0,6
a2 −1 −1 −1 −1 −1
σ1 0,03 0,03 0,03 0,06 0,03
σ2 0,03 0,03 0,03 0,06 0,03
σ3 0,06 0,06 0,06 0,03 0,06

S(â1) −0,323 −0,151 −0,135 −0,134 −0,046
S(â2) −0,165 −0,038 −0,035 −0,035 −0,001
S(σ̂2

1) 0,016 0,004 0,001 −6 ∗ 10−4 −3 ∗ 10−4

S(σ̂2
2) 0,029 0,005 0,002 −3 ∗ 10−4 −3 ∗ 10−4

S(σ̂2
3) −0,001 −0,001 −0,001 −3 ∗ 10−4 −0,001

EC(â1) 0,548 0,115 0,105 0,107 0,029
EC(â2) 0,67 0,055 0,055 0,056 0,01
EC(σ̂2

1) 0,002 2 ∗ 10−4 4 ∗ 10−5 4 ∗ 10−5 4 ∗ 10−6

EC(σ̂2
2) 0,012 3 ∗ 10−4 6 ∗ 10−5 6 ∗ 10−5 4 ∗ 10−6

EC(σ̂2
3) 2 ∗ 10−6 2 ∗ 10−6 2 ∗ 10−6 1 ∗ 10−7 2 ∗ 10−6

Tabla 2: Resultados para el escenario subamortiguado
Fuente: Elaboración propia.

A partir de lo anterior, es posible observar que el sesgo y el ECM se reducen al aumentar el
tamaño de la muestra para las estimaciones de todos los parámetros, excepto σ3. Un incremento
en la frecuencia de las observaciones generó a su vez una leve mejoŕıa en las estimaciones de
a1 y a2, pero tuvo un mayor impacto positivo en la estimación de las varianzas de los ruidos
multiplicativos σ1 y σ2; sin embargo, tampoco tuvo efecto en la estimación del ruido aditivo.
Entonces, para el caso base la mejor estimación corresponde al ejercicio C, el cual incorpora la
frecuencia más alta y el mayor tamaño de muestra.

En el ejercicio D se observó que al incrementar el ruido multiplicativo en relación al ruido
aditivo se genera una reducción importante en el sesgo de las estimaciones de las varianzas

1En la Tabla 2, S corresponde al sesgo promedio y EC al error cuadrático medio. Los indicadores que no
se presentan en la tabla se incluyeron en los anexos. Adicionalmente, para hacerle una idea al lector acerca del
comportamiento de las series simuladas en este escenario, se incluyeron en los anexos las gráficas de dos series
elegidas aleatoriamente para cada ejercicio.
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de todos los ruidos, mientras que las estimaciones de a1 y a2 no tuvieron mejoras relevantes.
Por otro lado, en el ejercicio E se obtuvieron reducciones importantes en los sesgos y el error
cuadrático medio para las estimaciones de todos los parámetros, por lo que fue el experimento
en el cual el estimador propuesto mostró un mejor desempeño.

Con base en lo anterior, es posible afirmar que el estimador propuesto exhibe un mejor
desempeño para series de tiempo con frecuencias altas y tamaños de muestra grandes. Adicio-
nalmente, el estimador presenta un mejor comportamiento cuando se tiene un parámetro de
amortiguamiento mayor, lo cual corresponde a series con disipaciones o correcciones más rápi-
das tras choques. En el contexto de las finanzas, lo anterior implica que el estimador será más
robusto en mercados donde los activos presenten correcciones rápidas después de episodios de
volatilidad; por el contrario, el estimador planteado seŕıa menos robusto para series persistentes.

Vale la pena resaltar el hecho de que el estimador se comporte mejor para los ruidos multi-
plicativos en relación con el aditivo. Esto implica que el método puede ser pertinente para series
financieras volátiles con presencia de heterocedasticidad, la cual es representada en el modelo
mediante los coeficientes aleatorios que vaŕıan mediante σ1 y σ2.

Por otro lado, al comparar el sesgo mediano con el sesgo promedio, se observa que los
estimadores de todos los parámetros poseen una distribución asimétrica, con excepción del es-
timador de σ3. Esto sucedió en todos los experimentos y puede ser corroborado al observar las
gráficas de densidad y los histogramas de los parámetros estimados. A su vez, los diagramas de
cajas correspondientes revelan la existencia de numerosos e importantes datos at́ıpicos en las
distribuciones de los parámetros estimados, lo cual explica la asimetŕıa observada.

Además, al comparar la magnitud del sesgo promedio de los estimadores con el doble de
su respectivo error estándar, se observa que el sesgo es estad́ısticamente significativo en todos
los casos. Por su parte, los coeficientes de variación sugieren que el estimador de σ3 es el más
estable o con menor dispersión en todos los ejercicios. Finalmente, el error cuadrático medio
relativo revela que los errores de estimación son considerables para todos los parámetros. El
estimador de σ3 parece tener el mejor desempeño, con un error t́ıpico entre 14.5% y 17.8%.

6.2. Escenario sobreamortiguado

Mediante el caso 8 presentado en la Tabla 1, es posible representar choques persistentes sin
oscilación, con una tendencia que puede ser explosiva, casi estacionaria o estacionaria. Esto es
clave en finanzas porque muchas series de precios tienen ráıces unitarias o casi unitarias. Luego,
el modelo nos permite estudiar cuándo un choque se propaga lentamente y se disipa despacio,
lo que encaja con la hipótesis de paseo aleatorio de los precios.

Para simular este escenario, tomamos como base a1 = 0,2 y a2 = −0,01, buscando gene-
rar una persistencia alta pero estacionaria. En principio tomamos un ruido aditivo grande en
relación a los ruidos multiplicativos para analizar un escenario más estable. Luego se tomaron
ruidos multiplicativos grandes en relación al ruido aditivo para aumentar la volatilidad. Los
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resultados de los experimentos se presentan en la Tabla 3.2

Ejercicio A B C D
h 1

52
1
52

1
252

1
252

T 5 10 10 10
a1 0,2 0,2 0,2 0,2
a2 −0,01 −0,01 −0,01 −0,01
σ1 0,03 0,03 0,03 0,06
σ2 0,03 0,03 0,03 0,06
σ3 0,06 0,06 0,06 0,03

S(â1) −0,577 −0,292 −0,028 −0,287
S(â2) 0,068 0,035 0,035 0,031
S(σ̂2

1) 0,011 0,003 0,001 −7 ∗ 10−4

S(σ̂2
2) 0,011 2 ∗ 10−5 −3 ∗ 10−4 −0,002

S(σ̂2
3) −0,001 −0,001 −0,001 −3 ∗ 10−4

EC(â1) 1,026 0,28 0,252 0,251
EC(â2) 0,559 0,038 0,033 0,039
EC(σ̂2

1) 0,001 1 ∗ 10−4 3 ∗ 10−5 3 ∗ 10−5

EC(σ̂2
2) 0,005 2 ∗ 10−5 4 ∗ 10−6 8 ∗ 10−6

EC(σ̂2
3) 2 ∗ 10−6 2 ∗ 10−6 2 ∗ 10−6 1 ∗ 10−7

Tabla 3: Resultados para el escenario sobreamortiguado
Fuente: Elaboración propia.

En este escenario, se evidencia nuevamente que el sesgo y el ECM se reducen al aumentar el
tamaño de la muestra para las estimaciones de todos los parámetros, excepto σ3. Un incremento
en la frecuencia de las observaciones generó a su vez una leve mejoŕıa en las estimaciones. En el
ejercicio D se observó que al incrementar el ruido multiplicativo en relación al ruido aditivo se
genera una mejora considerable en la estimación del parámetro σ3. Por su parte, las estimacio-
nes de a1 y a2 no tuvieron mejoras relevantes frente al ejercicio C. Con base en lo anterior, es
posible afirmar que el estimador propuesto exhibe un mejor desempeño para series de tiempo
con tamaños de muestra grandes, sin importar si se maneja frecuencia semanal o diaria.

Por otro lado, al comparar el sesgo mediano con el sesgo promedio, se observa que los
estimadores de todos los parámetros poseen una distribución asimétrica, con excepción del es-
timador de σ3. Esto sucedió en todos los experimentos y puede ser corroborado al observar las
gráficas de densidad y los histogramas de los parámetros estimados. A su vez, los diagramas de
cajas correspondientes revelan la existencia de numerosos e importantes datos at́ıpicos en las
distribuciones de los parámetros estimados, lo cual explica la asimetŕıa observada.

2En la Tabla 3, S corresponde al sesgo promedio y EC al error cuadrático medio. Los indicadores que no
se presentan en la tabla se incluyeron en los anexos. Adicionalmente, para hacerle una idea al lector acerca del
comportamiento de las series simuladas en este escenario, se incluyeron en los anexos las gráficas de dos series
elegidas aleatoriamente para cada ejercicio.
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Además, al comparar la magnitud del sesgo promedio de los estimadores con el doble de
su respectivo error estándar, se observa que el sesgo es estad́ısticamente significativo en todos
los casos. Por su parte, los coeficientes de variación sugieren que el estimador de σ3 es el más
estable o con menor dispersión en todos los ejercicios. Finalmente, el error cuadrático medio
relativo revela que los errores de estimación son considerables para todos los parámetros. El
estimador de σ3 parece tener el mejor desempeño, con un error t́ıpico entre 14.5% y 17.2%.

Vale la pena resaltar que, dado que este escenario captura choques persistentes similares
a un paseo aleatorio, el sesgo en los ruidos multiplicativos implica limitaciones para modelar
adecuadamente la heterocedasticidad. Teniendo en cuenta lo anterior y los hallazgos del esce-
nario subamortiguado, la evidencia sugiere que el estimador planteado se comporta mejor en
contextos con menos persistencia y más disipación.

7. Conclusiones

La modelación de series de tiempo en tiempo continuo posee ventajas fundamentales en
su aplicación en el campo de la economı́a y las finanzas, pues proporciona una representación
más realista de los fenómenos económicos y permite representar procesos de ajuste dinámico.
Adicionalmente, dicha metodoloǵıa permite un adecuado tratamiento para las variables de tipo
stock y flujo, presentes en economı́a; y su estimación es independiente del periodo de medición
de las observaciones.

Además, estos métodos permiten realizar un mejor tratamiento de los mecanismos de ajus-
te dinámico y de procesos con rezagos, ambos presentes en las ciencias económicas. A su vez,
gracias a su planteamiento mediante ecuaciones diferenciales, los modelos en tiempo continuo
son más sencillos de abordar desde un enfoque matemático y permiten realizar predicciones
en intervalos de tiempo arbitrarios. Aśı, los modelos en tiempo continuo poseen una aplicación
natural en el desarrollo de la teoŕıa financiera.

En particular, el presente informe de investigación expuso el planteamiento de Hoyos et
al. (2025) de un modelo autorregresivo de segundo orden en tiempo continuo con coeficientes
aleatorios, tomando como base el modelo econométrico de tipo autorregresivo (AR) en tiempo
continuo formulado por Tao, Phillips y Yu (2019) y extendido por Hoyos (2024) para el caso
multivariado, incorporando coeficientes aleatorios. Esto último debido a que los coeficientes
aleatorios permiten un mejor tratamiento de los cambios estructurales comunes en las series
económicas y financieras, causados por eventos exógenos.

Siguiendo a Hoyos et al. (2025), se expuso la representación discreta exacta del modelo, la
cual es necesaria para llevar a cabo simulaciones; y se introdujo un primer método de estima-
ción para los coeficientes del modelo en tiempo continuo mediante una representación discreta
aproximada. Partiendo del modelo en tiempo continuo, se realizó además un análisis teórico del
comportamiento del proceso estocástico representado mediante la aplicación de la teoŕıa de las
ecuaciones diferenciales de segundo orden y el análisis del polinomio autorregresivo del modelo.
Aśı, se determinó que según los valores de los parámetros del modelo es posible representar
sistemas semejantes a un movimiento armónico simple, cŕıticamente amortiguados, subamor-
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tiguados y sobreamortiguados. A su vez, es posible representar series con comportamientos
estacionarios, procesos de ráız unitaria o explosivos, incluso oscilatorios.

Seguidamente, de todos los casos caracterizados se seleccionaron dos de interés en finanzas
para llevar a cabo un experimento Monte Carlo y probar el desempeño del método de estima-
ción propuesto. Para ello, se fijaron valores de interés para los parámetros a1, a2, σ1, σ2 y σ3 y
se realizó la simulación de series empleando la representación discreta exacta. Posteriormente,
se realizó la estimación de los parámetros, calculando en cada caso varios indicadores con el
propósito de observar el comportamiento de los estimadores.

Se analizó un escenario subamortiguado para reflejar dinámicas ćıclicas y oscilatorias de los
mercados como los periodos de sobreajuste seguidos de corrección. Con ello, se halló que el
estimador propuesto exhibe un mejor desempeño para series de tiempo con frecuencias altas
y tamaños de muestra grandes. Adicionalmente, el estimador presentaŕıa un mejor comporta-
miento en mercados donde los activos presenten correcciones rápidas después de episodios de
volatilidad; y un sesgo importante en series persistentes. Además, el método puede ser perti-
nente para series financieras volátiles con presencia de heterocedasticidad.

Por otro lado, se estudió un escenario sobreamortiguado para representar choques persisten-
tes sin oscilación, con una tendencia que puede ser explosiva, casi estacionaria o estacionaria.
En este caso, el estimador propuesto tuvo un mejor desempeño para series de tiempo con ta-
maños de muestra grandes, sin importar su frecuencia, pero se encontró un sesgo importante al
estimar los ruidos multiplicativos en series financieras volátiles con presencia de heterocedas-
ticidad. Con base en lo anterior, la evidencia sugiere que el estimador planteado se comporta
mejor en contextos con menos persistencia y más disipación.

Finalmente, es posible concluir que el método de estimación planteado se desempeña mejor
en tamaños de muestra grandes. No obstante, los estimadores de los parámetros a1, a2, σ1 y σ2
presentan distribuciones asimétricas, sesgos estad́ısticamente significativos y errores cuadráti-
cos medios relativos con magnitudes considerables. A su vez, el estimador de σ3 exhibe una
distribución simétrica en todos los casos analizados, al igual que un error t́ıpico entre 14.5% y
17.8%, por lo que se concluye que fue el estimador con mejor desempeño del experimento.
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Maestŕıa en Estad́ıstica 33 Daniela Cárdenas Sánchez



Universidad Nacional de Colombia Sede Bogotá
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9. Anexo 1

A continuación, se exponen los indicadores del desempeño de los estimadores para todos los
ejercicios, al igual que las gráficas de densidad, histogramas y diagramas de cajas correspon-
dientes.

Escenario subamortiguado - Caso 12A: h = 1
52
, T = 5, a1 = 0,2 a2 = −1, σ2

1 = σ2
2 = 0,03,

σ2
3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.323 -0.165 0.016 0.029 -0.001
ECM 0.548 0.67 0.002 0.012 2∗10−6

Sesgo mediano -0.136 -0.072 -9∗10−4 -9∗10−4 -0.001
Error estándar del sesgo 0.012 0.015 7∗10−4 0.002 4∗10−6

Coeficiente de variación 5.401 0.688 2.243 3.475 0.114
ECM Relativo 13.705 0.67 2099.695 14462.04 0.178
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Escenario subamortiguado - Caso 12B: h = 1
52
, T = 10, a1 = 0,2 a2 = −1, σ2

1 = σ2
2 = 0,03,

σ2
3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.151 -0.038 0.004 0.005 -0.001
ECM 0.115 0.055 2∗10−4 3∗10−4 2∗10−6

Sesgo mediano -0.064 -0.02 -8∗10−4 -8∗10−4 -0.001
Error estándar del sesgo 0.005 0.004 2∗10−4 3∗10−4 3∗10−6

Coeficiente de variación 6.267 0.223 2.657 2.871 0.079
ECM Relativo 2.882 0.055 231.931 396.812 0.162
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Escenario subamortiguado - Caso 12C: h = 1
252

, T = 10, a1 = 0,2 a2 = −1, σ2
1 = σ2

2 = 0,03,
σ2
3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.135 -0.035 0.001 0.002 -0.001
ECM 0.105 0.055 4∗10−5 6∗10−5 2∗10−6

Sesgo mediano -0.049 -0.02 -6∗10−4 -6∗10−4 -0.001
Error estándar del sesgo 0.005 0.004 1∗10−4 1∗10−4 1∗10−6

Coeficiente de variación 4.515 0.223 2.637 2.915 0.035
ECM Relativo 2.628 0.055 54.595 81.307 0.151
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Escenario subamortiguado - Caso 12D: h = 1
252

, T = 10, a1 = 0,2 a2 = −1, σ2
1 = σ2

2 =
0,06, σ2

3 = 0,03.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.134 -0.035 -6∗10−4 -3∗10−4 -3∗10−4

ECM 0.107 0.056 4∗10−5 6∗10−5 1∗10−7

Sesgo mediano -0.049 -0.02 -0.002 -0.002 -3∗10−4

Error estándar del sesgo 0.005 0.004 1∗10−4 1∗10−4 4∗10−7

Coeficiente de variación 4.52 0.226 2.203 2.302 0.038
ECM Relativo 2.676 0.056 3.364 4.338 0.147
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Escenario subamortiguado - Caso 12E: h = 1
252

, T = 10, a1 = 0,6 a2 = −1, σ2
1 = σ2

2 = 0,03,
σ2
3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.046 -0.001 -3∗10−4 -3∗10−4 -0.001
ECM 0.029 0.01 4∗10−6 4∗10−6 2∗10−6

Sesgo mediano -0.012 -0.004 -6∗10−4 -6∗10−4 -0.001
Error estándar del sesgo 0.003 0.002 4∗10−5 4∗10−5 1∗10−6

Coeficiente de variación 0.296 0.103 3.488 3.411 0.035
ECM Relativo 0.08 0.01 5.123 4.981 0.145

Maestŕıa en Estad́ıstica 43 Daniela Cárdenas Sánchez



Universidad Nacional de Colombia Sede Bogotá
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Escenario sobreamortiguado - Caso 8A:h = 1
52
, T = 5, a1 = 0,2 a2 = −0,01, σ2

1 = σ2
2 =

0,03, σ2
3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.577 0.068 0.011 0.011 -0.001
ECM 1.026 0.559 0.001 0.005 2∗10−6

Sesgo mediano -0.391 0.018 -9∗10−4 -9∗10−4 -0.001
Error estándar del sesgo 0.015 0.014 6∗10−4 0.001 4∗10−6

Coeficiente de variación 2.211 12.852 3.018 5.6737 0.113
ECM Relativo 25.65 5590.063 1849.763 5789.543 0.172
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Escenario sobreamortiguado - Caso 8B:h = 1
52
, T = 10, a1 = 0,2 a2 = −0,01, σ2

1 = σ2
2 =

0,03, σ2
3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.292 0.035 0.003 2∗10−5 -0.001
ECM 0.28 0.038 1∗10−4 2∗10−5 2∗10−6

Sesgo mediano -0.196 0.017 -8∗10−4 -6∗10−4 -0.001
Error estándar del sesgo 0.008 0.003 1∗10−4 8∗10−5 3∗10−6

Coeficiente de variación 4.751 7.807 2.878 5.069 0.088
ECM Relativo 7.01 381.326 137.15 27.108 0.154
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Escenario sobreamortiguado - Caso 8C:h = 1
252

, T = 10, a1 = 0,2 a2 = −0,01, σ2
1 = σ2

2 =
0,03, σ2

3 = 0,06.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.28 0.035 0.001 -3∗10−4 -0.001
ECM 0.252 0.033 3∗10−5 4∗10−6 2∗10−6

Sesgo mediano -0.189 0.019 -7∗10−4 -6∗10−4 -0.001
Error estándar del sesgo 0.008 0.003 1∗10−4 3∗10−5 2∗10−6

Coeficiente de variación 5.183 7.084 2.967 3.594 0.04
ECM Relativo 6.294 325.611 38.958 5.273 0.147
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Escenario sobreamortiguado - Caso 8D:h = 1
252

, T = 10, a1 = 0,2 a2 = −0,01, σ2
1 = σ2

2 =
0,06, σ2

3 = 0,03.

Estimador â1 â2 σ̂2
1 σ̂2

2 σ̂2
3

Sesgo promedio -0.287 0.031 -7∗10−4 -0.002 -3∗10−4

ECM 0.251 0.039 3∗10−5 8∗10−6 1∗10−7

Sesgo mediano -0.18 0.016 -0.002 -0.002 -3∗10−4

Error estándar del sesgo 0.008 0.003 1∗10−4 3∗10−5 4∗10−7

Coeficiente de variación 6.346 9.174 1.982 1.335 0.044
ECM Relativo 6.284 393.958 2.554 0.651 0.145
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10. Anexo 2

A continuación, se presentan las gráficas de dos series elegidas de forma aleatoria para cada
ejercicio de simulación.

Escenario subamortiguado - Caso 12A

1. Ejemplo 12A.1.

2. Ejemplo 12A.2.
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Escenario subamortiguado - Caso 12B

1. Ejemplo 12B.1.

2. Ejemplo 12B.2.

Escenario subamortiguado - Caso 12C

1. Ejemplo 12C.1.
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2. Ejemplo 12C.2.

Escenario subamortiguado - Caso 12D

1. Ejemplo 12D.1.

2. Ejemplo 12D.2.
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Escenario subamortiguado - Caso 12E

1. Ejemplo 12E.1.

2. Ejemplo 12E.2.

Escenario sobreamortiguado - Caso 8A

1. Ejemplo 8A.1.
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2. Ejemplo 8A.2.

Escenario sobreamortiguado - Caso 8B

1. Ejemplo 8B.1.

2. Ejemplo 8B.2.
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Escenario sobreamortiguado - Caso 8C

1. Ejemplo 8C.1.

2. Ejemplo 8C.2.

Escenario sobreamortiguado - Caso 8D

1. Ejemplo 8D.1.
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2. Ejemplo 8D.2.
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