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Resumen y Abstract Vi

Resumen

El monitoreo de la temperatura del aire (Ta) tiene implicaciones en una amplia gama de
aplicaciones ambientales. La Ta se mide comunmente con estaciones meteoroldgicas, que
proporcionan una alta precisién y una alta resolucién temporal en un sitio especifico. Sin
embargo, estos datos in situ proporcionan informacion limitada sobre patrones espaciales.
Dicha limitacién se magnifica en regiones con topografia muy variable y con una red de
monitoreo escasa, como es el caso de los Andes del sur del Ecuador. Es por eso que,
debido a la continuidad espacial de la informacién, los datos de teledeteccién tienen un
gran potencial para estimar la distribucién espacial de las variables climatoldgicas. Esta
investigacion tiene como objetivo estimar la distribucién espacial de la Ta mensual en la
cuenca del rio Paute utilizando métodos estadisticos y geoestadisticos como: regresion
lineal LR (por sus siglas en inglés), regresion de bosques aleatorios (RF, por sus siglas en
inglés) y regresion Kriging (RK); ademas se evalla el uso de la altitud y otras variables
auxiliares (temperatura de la superficie terrestre -LST- por sus siglas en inglés, latitud y
longitud) en los modelos de regresion. Los resultados mostraron que la altitud y LST fueron
las variables auxiliares més efectivas para estimar la temperatura del aire. La validacion
cruzada mostré que la RF tuvo un mejor desempefio que la LR, asi como el uso de
variables auxiliares en relacién al uso solo de la altitud (basados en la mediana, LR-altitud:
RMSE= 1.325°C, P-Bias=-0.150%, r= 0.775; LR-variables auxiliares: RMSE= 1.265°C, P-
Bias= 0.000% r=0.795; RF-altitud: RMSE= 1.235°C, P-Bias=0.200%, r= 0.810; RF-
variables auxiliares RMSE= 1.205°C, P-Bias=0.2%, r=0.820). La aplicacion de RK fue
limitada debido a que en menos del 50% de los meses de estudio existié autocorrelacion
espacial en los residuos de los modelos de regresion lineal y de bosques aleatorios. Sin
embargo, en estos meses, RK aument6 ligeramente el rendimiento de las estimaciones.
Estos resultados permiten obtener mapas mensuales de la Ta en la cuenca del rio Paute
con exactitudes aceptables, siendo esencial en la aplicacién de modelos y en actividades
gue requieren del uso de la Ta como variable de entrada.

Palabras clave: Temperatura del aire mensual; Andes; Modelos de regresion; Altitud;

variables auxiliares
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Abstract

Monitoring of air temperature (Ta) has implications in a wide range of environmental
applications. Ta is commonly measured with weather stations, which provide a high
accuracy and high temporal resolution for the specific monitoring sites. However, these in-
situ data provide limited information about spatial patterns. Such limitation is magnified in
regions with highly variable topography ad scarce monitoring, such as the case of the
southern Ecuadorian Andes. Thus, remote sensing data has a great potential to estimate
the spatial distribution of climatological variables due to the spatial continuity of the
information. This research aims to estimate the spatial distribution of the monthly Ta in the
Paute river basin using statistical and geostatistical methods, such as linear regression
(LR), random forest regression (RF) and regression Kriging (RK); while evaluating the use
of altitude and other auxiliary variables (land surface temperature (LST), latitude, and
longitude). The results showed that altitude and LST were the most effective auxiliary
variables. Cross-validation showed that RF performed better than linear regression, as well
as when using auxiliary variables compared to only the altitude (LR-altitude: RMSE=
1.325°C, P-Bias= -0.150%, r= 0.775; LR-auxiliary variables: RMSE= 1.265°C, P-Bias=
0.000% r=0.795; RF-altitude: RMSE= 1.235°C, P-Bias=0.200%, r= 0.810; RF-auxiliary
variables RMSE= +1.205°C, P-Bias=0.2%, r=0.820). The application of RK was limited
since less than 50% of the study months had spatial autocorrelation in the regression model
residuals. Nevertheless, in these months RK increased the estimation performance.

e

Keywords: Monthly air temperature; Andes; regression models; altitude; auxiliary

variables
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Introduccioén

El monitoreo de la temperatura del aire se ha tornado indispensable en una amplia gama
de aplicaciones medioambientales como: hidrologia (Naseer et al., 2019), ecologia (Tanja
et al.,, 2003; Tan et al., 2017), agricultura (Gornall et al., 2010; Ort, Thomson & Wolfe,
2011), cambio climatico (Forest et al., 2002); y en investigaciones de salud, como la

distribucién de vectores de enfermedades (Chowdhury et al., 2018).

En climatologia, practicamente todos los componentes de la atmosfera terrestre influyen y
son influenciados por la temperatura del aire superficial (Legates, 1990), por ejemplo: las
corrientes de viento, el albedo de la superficie, la disponibilidad y estado del agua, entre
otras (Willmott, 1987). Debido a que, la temperatura del aire controla muchos procesos
biolégicos y fisicos entre la superficie de la Tierra y la atmosfera, varios modelos de
procesos de la superficie terrestre requieren de la temperatura del aire como una variable
de entrada (Nieto et al., 2011). La informacion espacial y temporal de la temperatura del
aire es esencial para modelar la evapotranspiracion y estimar la radiacién neta (Golkar et
al.,, 2018), o en el modelamiento del crecimiento de las plantas, ya que las tasas

fotosintéticas y de respiracion dependen de ella (Stahl et al., 2006; Marzban et al., 2018).

La temperatura del aire cominmente es medida con estaciones meteorolégicas, las cuales
proporcionan observaciones de alta calidad y alta resolucion temporal para un sitio
determinado (Benali et al., 2012; Rosenfeld et al. 2017). Sin embargo, no siempre
describen de una manera adecuada la variabilidad espacial de la temperatura del aire en
areas extensas (Prihodko & Goward, 1997), principalmente por la distribucion de las
estaciones que, rara vez esta disefiada para capturar el rango de variabilidad dentro de

una region (Vancuutsem et al., 2010).

Los métodos de interpolacion espacial, como distancia inversa ponderada (IDW), spline y
Kriging, han descrito con precisién la variacién espacial de la temperatura en algunas areas
(Benavides & Montes, 2007; Florio et al., 2004; Irmak et al., 2010). Sin embargo, tales

métodos tradicionales de interpolacion no estiman con alta exactit la temperatura del aire
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en areas con observaciones limitadas o escasas (Chen et al, 2015). En estos casos, los
métodos basados en regresion han mostrado resultados prometedores en la estimacion

de la distribucion espacial de la temperatura del aire (Wang et al., 2017).

El uso de variables auxiliares que influyen en la distribucion espacial de la temperatura del
aire permiten mejorar las estimaciones (Szymanowski et al., 2015). En varios estudios
destacan, la temperatura superficial terrestre (Marzban et al., 2018; Benali et al., 2012;
Janatian et al., 2017), altitud (Szymanowski et al., 2015), latitud y longitud (Szymanowski
et al., 2015),dia juliano (Janatian et al., 2017), entre otros. Si bien, estos variables no
presentan informacién directa de la temperatura del aire, por su relacion, funcionan como
variables de entrada de diferentes métodos, por ejemplo: regresién lineal, regresion de
bosques aleatorios, indice de temperatura y vegetacion, permitiendo su estimacion.
(Emamifar et al., 2017).

Las imagenes satelitales de temperatura superficial terrestre (LST), bajo condiciones
relativamente libres de nubes, presentan una fuerte relacién con la temperatura del aire
superficial, debido al proceso de calentamiento radiactivo de la superficie y el consiguiente
calor hacia la atmosfera inferior, a través de la conduccion y la conveccion (Oke, 1987),
convirtiéndose en la variable mas utilizada para estimar la temperatura del aire a partir de

datos obtenidos de sensores remotos (Yoo et al., 2020).

Existen varios productos satelitales de LST, derivados de bandas del infrarrojo térmico. Se
han disefiado varios algoritmos para su derivacién como: algoritmo de un solo canal, de
ventana dividida, dia y noche, entre otros (Li et al. 2013b). Entre los productos LST
satelitales se destacan: el espectrorradiometro de imagenes de resolucion moderada
(MODIS), el radibmetro de escaneo infrarrojo visible (VIRR), imagenes infrarrojo y visible
mejorado giratorio (SEVIRI), Radibmetro avanzado de emisién y reflexion térmica
transmitido por el espacio (ASTER), cada uno con caracteristicas diferentes tanto

espaciales como temporales.

Problema de investigacion

Los Andes representa la region montafiosa mas grande e influyente en el clima de América
del Sur (Buytaert et al., 2006, Espinoza et al., 2009; Poveda et al., 2006). Su distribucion a

lo largo del continente y las variaciones en su elevacion, asi como en su topografia,
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moldean las caracteristicas medioambientales en distancias relativamente pequefas
(Muioz et al., 2016).

En el caso de los Andes ecuatorianos, la temperatura del aire puede ser extremadamente
variable en el espacio y en el tiempo (Mora & Willems, 2012). Con una variacion temporal
mayor entre el dia y la noche, mas que a lo largo del afio (Mora & Willems, 2012). A pesar
de esta variabilidad espacial y temporal, los estudios de climatologia en la regién Andina
se han concentrado generalmente solo en la temporalidad debido a que la densidad y
distribucion de la red de estaciones meteoroldgicas frecuentemente es insuficiente para
representar la distribucion espacial de la temperatura del aire a escalas espaciales
detalladas (Emamifar et al., 2017).

En Ecuador, conocer la distribucion espacial de las variables climaticas es un desafio
debido a su compleja topografia (Ulloa et al., 2017). El clima en los ecosistemas alto
andinos ha sido poco estudiado debido a la dificil accesibilidad de las zonas montafiosas,
lo que ha provocado una escasa y dispersa distribucion de estaciones (Cérdova et al.,
2015). Es por eso, que las predicciones de modelos climéaticos globales y modelos
regionales para la region andina tienen un alto rango de incertidumbre, magnificandose

aun mas, en altitudes superiores a los 3000 m.s.n.m. (Buytaert et al., 2014).

A nivel nacional, la mayoria de las investigaciones sobre variables climaticas se han
concentrado en la precipitacién (Ballari et al., 2016; Bendix, 2010; Rollenbeck & Bendix,
2011; Celleri et al., 2007). En el caso de la distribucion espacial de la temperatura del aire,
son muy pocas las investigaciones, destacandose los mapas de isotermas del Instituto
Nacional de Meteorologia e Hidrologia del Ecuador (INAMHI) (INAMHI, 2014) generados
a partir de datos de estaciones meteorolégicas, y el estudio de Cérdova et al.(2016)
guienes calculan la tasa de lapso de la temperatura del aire en una zona con topografia
compleja en los Andes sur del Ecuador. A pesar de ser informacién valiosa, existen ciertas
limitaciones: los mapas de isotermas del INAMHI no presentan informacién sobre el nivel
de exactitud, lo cual es relevante aun mas cuando el monitoreo en ciertas zonas del pais
es escaso, Yy el estudio de Cdrdova et al., 2016 se centra en una zona de estudio pequefa
la cual podria generar informacion especifica del lugar y no a nivel regional. Ademas, las

variables auxiliares utilizadas en estos dos estudios, no provienen de sensores remotos.
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La cuenca del Rio Paute ubicada en los Andes Sur de Ecuador, es un una de las Cuencas
hidrogréficas del Ecuador més estudiadas en relacién a climatologia (Mora & Williams,
2012), en donde se destacan las investigaciones realizadas por Céleri et al., (2016),
Buytaert et al., (2006), Buytaert et al., (2010), Mora y Willems (2012). Esto se debe
principalmente a que la Cuenca alberga el complejo hidroeléctrico Paute Integral (CELEC
EP - Hidropaute), el cual provisiona alrededor del 35 % de energia eléctrica al pais. Sin
embargo, no existe investigaciones relacionadas a la distribucion espacial de variables
climaticas como la temperatura del aire, siendo esencial para el monitoreo y seguimiento
de otras variables que influyen en los procesos hidrolégicos como evapotranspiracion, y

cambio climéatico que se relacionan directamente con la matriz de produccion energética.

Justificacion

La region Andina ha sido identificada como una de las &reas del planeta mas vulnerable al
cambio climatico, principalmente por las alteraciones que implican la relacién de la
temperatura a lo largo de los gradientes altitudinales y sus impactos sobre los ecosistemas
naturales que hoy son determinantes en la provision de servicios como el agua, el
almacenamiento de carbono, conservacion de ecosistemas y recursos genéticos (Cuesta
et al., 2012; WFP. 2014).

Las proyecciones climaticas de los modelos regionales muestran un aumento de
temperatura con la elevacion en los Andes tropicales, siendo mas pronunciado en
elevaciones por encima de los 4000 m.s.n.m. (Urrutia & Vuille 2009). Se presume que, el
cambio climatico aumenta la frecuencia y magnitud de los peligros hidroclimaticos (Stocker
et al., 2013), incluyendo la disminucion en la disponibilidad de agua (Bradley et al., 2006).
Es asi que, el monitoreo de la temperatura del aire y otras variables climaticas son de
especial importancia en los Andes que, alberga ecosistemas muy fragiles y susceptibles a

cambios del clima (Herzog et al., 2017).

A nivel social, el cambio de temperatura en los Andes, podria afectar al suministro de agua
a poblaciones que dependen directamente del recurso proveniente del paramo (Buytaert
et al., 2011). Se estima que alrededor del 40 % de las poblaciones de los paises de
Colombia, Ecuador, Pert y Bolivia dependen directamente de los servicios ecosistémicos
andinos (Josse et al., 2009). Ademas, a este nivel de ecosistemas, el cambio de la

temperatura tiene importantes implicaciones sobre las especies, causando cambios en la
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composicion de las comunidades y su rango de distribucion, incrementando el riesgo de

extincion de especies susceptibles (Herzog et al., 2017).

El mapeo de variables climéaticas como la temperatura del aire en la cuenca del rio Paute,
es de importancia tanto a nivel social como ecosistémico. Con un numero limitado de
estaciones y una distribuciébn que no permite capturar su variabilidad espacial (en su
mayoria se encuentran concentradas en las zonas de valle interandino y un ndmero
reducido en las zonas con mayor altimetria), no es posible conocer su distribucién usando
métodos de interpolacién tradicionales. Bajo estas circunstancias, la integracion de datos
de monitoreo in situ con imagenes satelitales se vuelve relevante para estimar la

distribucién espacial de la temperatura del aire.

Existen varios enfoques metodolégicos para la estimacion de la temperatura del aire
superficial. El enfoque estadistico aplicando métodos de regresion y utilizando imagenes
satelitales como variables de entrada ha sido ampliamente estudiado, obteniendo
resultados prometedores. Sin embargo, estos métodos, no han sido probados para estimar
la temperatura del aire en la regién de los Andes del Ecuador. Ademas, la evaluacion de
diferentes variables auxiliares como la altitud, LST, latitud y longitud, se torna esencial para
mejorar la exactitud de los modelos, permitiendo tener estimaciones de la temperatura del

aire apropiadas para la zona de estudio.
Preguntas de investigacion
Esta investigacion pretende responder las siguientes preguntas de investigacion:

- ¢Es posible estimar adecuadamente la distribucion espacial de la temperatura del
aire mensual, en la Cuenca del rio Paute, mediante modelos de regresion lineal y
regresion de bosques aleatorios, apoyados (teniendo en cuenta) en el uso de
variables auxiliares provenientes de sensores remotos?

- ¢Ademas del uso de la altitud, la inclusién de otras variables auxiliares como LST,
latitud, longitud en los modelos de regresion, permiten mejorar las estimaciones de
la distribucién espacial de la temperatura del aire en la cuenca del rio Paute?

- ¢El uso de regresion Kriging como método de correccién de los errores de los
residuos en los modelos de regresion utilizados, permite mejorar las estimaciones

de la temperatura superficial del aire en la cuenca del rio Paute?
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Objetivos de la investigacion

General
- Estimar la temperatura del aire de la cuenca del rio Paute, utilizando modelos de

regresion a partir de datos in situ e imagenes satelitales.

Especificos
- Evaluar la confiabilidad de los modelos de regresion lineal y regresion de bosques
aleatorios para estimar de la temperatura del aire mensual en la cuenca del rio
Paute.
- ldentificar las variables auxiliares idoneas para la estimacion de la temperatura del
aire en la cuenca del rio Paute.
- Comparar los modelos de regresion Kriging con sus modelos de regresion

correspondientes y evaluar la confiabilidad de las estimaciones.
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1. Marco referencial

1.1 Temperatura del aire

La Organizacién meteorolégica mundial (WMO, 1992) define a la temperatura como
“una cantidad fisica que caracteriza el movimiento aleatorio medio de las moléculas en
un cuerpo fisico.” La temperatura se caracteriza por el comportamiento por el cual dos
cuerpos en contacto térmico tienden a tener la misma temperatura. Es decir, la
temperatura representa el estado termodindmico de un cuerpo y su valor esta

determinado por la direccion del flujo neto de calor entre dos cuerpos (WMO, 2008).

En meteorologia, se representa la temperatura como medida de multiples variables a
nivel de tierra, océanos y atmosfera, como son la temperatura de la superficie terrestre,
la temperatura de la superficie de los mares, la temperatura a diferentes alturas de la
atmosfera, entre otros (GCOS, 2020). La temperatura del aire se define como “la
temperatura indicada por un termémetro expuesto al aire en un lugar protegido de la
radiacion solar directa” (WMO, 1992).

Los patrones espacio-temporales de la temperatura del aire en la tierra son tan variables
como la heterogeneidad del medio ambiente y dependen en gran medida de los factores
que controlan los componentes del balance de energia (Benali et al., 2012). La tierra
recibe energia del sol en forma de radiacion entrante (radiacion solar de onda corta),
esta insolacion es absorbida por la superficie de la Tierra y es convertida en calor, la
cual es responsable de calentar la atmésfera inferior (Trapasso, 2005). A esto se le llama

distribucién espacial horizontal de la temperatura del aire.

Existe varios factores que influyen en la distribucion espacial horizontal de la
temperatura del aire (Trapasso, 2005). Entre los factores que causan estas variaciones,
el mas importante es la cantidad de radiaciéon solar que llega a una superficie,

determinada por la duracién de la luz del dia y la intensidad de la radiacion solar entrante
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(Ahrens, 2008). Trapasso (2005) menciona que, estos factores son influenciados
principalmente por:

- Latitud y angulo solar: La temperatura del aire disminuye a medida que se aleja
del ecuador (latitud 0°) en direccién hacia los polos (latitud 90°). Este gradiente
estd directamente relacionado con el angulo de incidencia de los rayos en la
superficie de la Tierra.

Se ilustra un ejemplo de la influencia de las latitudes y angulo solar, en la
temperatura del aire en una zona y época especifica del afio. En este caso, se
hace relacién al soLSTicio de diciembre, en donde los rayos solares paralelos
golpean la Tierra en una variedad de angulos solares (figura 1-1). En las zonas
mas cercanas a los polos, la radiacion entrante debe atravesar una distancia
mayor de atmosfera en comparacién a la radiacion entrante en zonas con
latitudes menores, siendo sujeto a un mayor agotamiento por reflexion vy

absorcion (figura 1-1a).

SOL

Atmésfera

Figura 1- 1 Ejemplo de la influencia de (a) latitud y (b) angulo solar. Fuente: Editado de
Trappaso 2005

Ademas, el angulo de radiacién entrante, por ejemplo, de 90 grados cubre menos
superficie generando zonas con mayor temperatura, en relacién a un angulo
menor en donde se cubre mayor superficie (figura 1-1b).

- Estacionalidad: La migracion del angulo solar maximo, al norte y al sur del
ecuador, es responsable de las variaciones estacionales en la Tierra. La

duracion del dia varia en diferentes zonas del planeta segun la época del afio en
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donde la radiacion entrante causa un gradiente de temperatura, creando
estaciones.

- Masas de aire: Tienen caracteristicas definibles de temperatura y humedad
derivadas de sus regiones de origen. La circulacion de estas masas de aire y la
frecuencia con la que un tipo de masa de aire domina un é&rea, afecta la
distribucién de temperatura y el clima del lugar.

- Cobertura de las nubes: En el dia, las nubes evitan que, parte de la radiacion
solar entrante llegue a la superficie de la Tierra al reflejarla en el espacio. Por
otro lado, en la noche las nubes mantienen la radiacion terrestre de onda larga

cerca de la superficie de la Tierra (Figura 1-2).

Dia / / Noche
T

Figura 1- 2. Influencia de las nubes

- Distribucion de la tierra y los océanos: La superficie de la Tierra esta cubierta por
una amplia gama de materiales. Las caracteristicas de las superficies afectan la
forma en que aceptan la radiacion solar y emiten radiacion terrestre. En general,
la tierra se calienta y enfria mas rapido que el agua.

- Albedo: La superficie terrestre estd compuesta de muchos materiales diferentes,
cada uno con su propio conjunto de caracteristicas que pueden afectar el
equilibrio energético de la Tierra y la distribucion de temperatura. Los colores,
texturas y sustancias de la superficie de los materiales determinan los valores
de albedo y, por lo tanto, afectan las distribuciones de temperatura de la
superficie.

- Temperaturas urbano-rurales: Las temperaturas tienden a aumentar a medida

gue se atraviesa desde el entorno rural hasta el centro de un area urbana.

Comunmente la temperatura del aire conocida como temperatura del aire cercana a la
superficie o temperatura del aire de superficie, es una de las observaciones
meteoroldgicas registradas con mayor frecuencia, de alta precision y resoluciéon

temporal (Stisen et al, 2007). Es medida frecuentemente por estaciones
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meteoroldgicas, ubicadas a una altura estandarizada de dos metros sobre la superficie
del suelo (Rosenfeld et al. 2017).

Estas mediciones detalladas de temperatura son importantes para la comprensién
efectiva de los procesos que se dan entre la Tierra y la atmosfera (Prihodko & Goward,
1997). La temperatura del aire es un importante descriptor de las condiciones
ambientales de la superficie terrestre, con alta aplicabilidad en estudios de hidrologia,
ecologia, agricultura, salud y cambio climatico (Fu et al., 2011). En los dltimos afios, los
sensores remotos han proporcionado informacién valiosa para el monitoreo de variables

climaticas, especialmente en regiones que carecen de una red de monitoreo apropiada.

1.2 Sensores remotos

La teledeteccion puede ser definida como "la ciencia y el arte de obtener informacién
sobre un objeto, area o fendbmeno a través del analisis de datos adquiridos por un
dispositivo que no esta en contacto con el objeto, area o fenébmeno bajo investigacion”
(Lillesand et al., 2004). Debido a su capacidad de adquirir informacién de la tierra, los
sensores remotos son una fuente de informacién importante de variables esenciales
climaticas, permitiendo la observacion de estados y procesos de la atmésfera, tierra y

océano en varias escalas espacio-temporales (Yang, 2013).

A pesar de, que las observaciones convencionales de las variables meteorolégicas
obtenidas a partir de estaciones in-situ han proporcionado valiosa informacion temporal
(Ej. utiles para analisis de tendencias histdricas), estas observaciones estan limitadas a
su ubicacién (Kuleshov, 2017). Por lo cual, a nivel de informacién espacial,
independientemente del método aplicado, la exactitud de las interpolaciones de
variables meteorolégicas depende en gran medida de la densidad de observaciones, la
variabilidad espacial y temporal de las variables climaticas (Vancutsem et al., 2010). Los
sensores remotos, proporcionan una cobertura potencialmente global, en consecuencia,
un mejor acceso a areas que tienen un nimero limitado o sin cobertura de estaciones
meteoroldgicas (Tomlinson et al., 2011), fundamentales en el hemisferio sur, donde las
estaciones meteoroldgicas son mucho menos numerosas que en el hemisferio norte
(Kuleshov, 2017).

Los datos provenientes de imagenes satelitales, tanto de sensores pasivos y activos, se
utilizan con frecuencia en modelos climaticos para simular la dinAmica del sistema

climatico y mejorar las proyecciones climaticas (Ghent et al., 2011). Existen varias
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iniciativas de misiones satelitales que tienen como objetivo producir registros climaticos
satelitales tanto a nivel de atmosfera, océanos y tierra (Bates et al., 2016). Entre estos
se destacan la misidn del programa de registro de datos climaticos de la Administracion
Nacional Oceénica y Atmosférica (NOAA), la iniciativa sobre el cambio climéatico de la
Agencia Espacial Europea (ESA), la organizacién europea para la Exploracion de
Satélites Meteoroldgicos (EUMETSAT), y las iniciativas de la Administracién Nacional
de Aerondautica y Espacio (NASA) (Yang et al., 2016). Las cuales ha generado productos
relacionados con variables esenciales climaticas como: precipitacion (Ej: PERSIANN-
CDR), cobertura del suelo (Ej: ESA-land cover, MODIS-landcover), temperatura
superficial de los océanos (Ej: AVVRH), propiedades de las nubes (Ej: AVHRR
PATMOS-X), etc.

Miranda-Espinosa et al. (2019) mencionan que las observaciones satelitales aportan
significativamente en el célculo de 30 de las 50 variables climaticas esenciales. De las
cuales incluye 12 de 16 variables atmosféricas (propiedades de aerosoles, propiedades
de las nubes, di6xido de carbono, metano otros gases de efecto invernadero,
precursores de aerosoles y del 0zono, precipitacion, direccién y velocidad del viento en
la atmosfera superior, direccién y velocidad del viento en la superficie, radiacion
terrestre, vapor del agua en la atmosfera superior, vapor del agua en la superficie,
temperatura del aire en la atmosfera superior), 11 de 19 variables terrestres (incendios,
glaciares y casquetes polares, capas de hielo y plataformas de hielo, cobertura terrestre,
humedad del suelo, albedo, LAl, FARPAR, capas de nieve, lagos y biomasa aérea) y 7
de las 19 variables oceéanicas (Color del océano, hielo marino, nivel del mar, temperatura
de la superficie del océano, flujo de calor de la superficie del océano, estado del mar,

salinidad de la superficie del mar).

Ademads, las imagenes satelitales contribuyen significativamente a la mejora de los
productos de re andlisis meteorolégico (Saha et al., 2010), estas son incluidas en
conjunto con datos in-situ dentro de las observaciones utilizadas para los pronésticos,
siendo esenciales debido a que proporcionan una amplia cobertura a nivel mundial
(ECMWEF, 2020). Los sistemas de re analisis fusionan observaciones irregulares y
modelos que abarcan muchos procesos fisicos y dinamicos para generar una estimacion
en una cuadricula uniforme, con homogeneidad espacial y continuidad temporal (Sun et
al., 2018). Un sistema de re analisis incluye un modelo de pronéstico de fondo y una
rutina de asimilacién de datos (Bosilovich et al., 2008). La asimilacion de datos combina

las Ultimas observaciones con un pronéstico a corto plazo limitado por observaciones
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anteriores para obtener la mejor estimacién posible del estado actual del sistema
terrestre (ECMWEF, 2020)

A pesar de todas las ventajas de las imagenes satelitales, es importante resaltar la
importancia de que estas observaciones sean calibradas, validadas y consistentes
(Trenberth & Hurrel, 1997). El Sistema mundial de observacion del clima (SMOC, 2020)
menciona que dentro de los sistemas efectivos de monitoreo del clima a partir de
imagenes satelitales se deberia: garantizar la calibracion adecuada a bordo para las
observaciones del sistema climético, mantener observaciones complementarias in-situ,
e identificar los errores aleatorios y sesgos de las observaciones satelitales y de sus
productos derivados. Esto se debe a que los datos satelitales suelen contener cierta
incertidumbre causada por sesgos en los sensores y algoritmos de recuperacion, al igual
gue inconsistencias entre las misiones satelitales continuas con los mismos sensores
(Yang, 2013). Es por eso que, varios esfuerzos se han concentrado en la evaluacion de
la incertidumbre de productos satelitales mediante comparacion analitica con datos de
referencia (Ej. Estaciones meteoroldgicas) para conocer la exactitud de los productos
(Justice et al., 2013).

1.2.1 Temperatura superficial terrestre (LST)

LST es una propiedad fisica fundamental relevante para muchos procesos ecoldgicos,
hidrolégicos y atmosféricos (Mutiibwa et al., 2015). Los datos LST basados en
plataformas aéreas y satelitales proporcionan una perspectiva espacial permitiendo el
modelado y monitoreo de procesos ambientales a diferentes escalas espaciales (Kerr
et al., 2011). Para la generaciéon de productos de LST a través de imagenes satelitales,
se ha utilizado principalmente bandas con longitudes de onda entre 8 y 15 pm,

pertenecientes a la longitud de onda del infrarrojo térmico (Tomlinson et al., 2011).

A pesar de la fuerte relacién entre la temperatura del aire y LST, las dos variables
poseen diferentes significados fisicos, magnitudes, técnicas de medicion y respuestas
a las condiciones atmosféricas (Jin &Dickinson, 2010). Los datos de infrarrojos térmicos
(TIR) basados en satélites estan directamente vinculados al LST a través de la ecuacion
de transferencia radiactiva (Liang Li et al., 2013). Sin embargo, la estimacion directa de
LST a partir de la radiacion emitida en la regién espectral TIR es dificil de realizar, ya
gue la radiancia medida por los radibmetros a bordo de los satélites dependen no solo
de los parametros de la superficie sino también de los efectos atmosféricos (Prata et al.,

1995). Por lo tanto, ademas de la calibraciéon radiométrica y la deteccion de nubes, el
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célculo de LST a partir de mediciones TIR basadas en el espacio requiere correcciones

de emisividad y atmosféricas (Vidal, 1991).

Liang Li et al. (2013), describen la base tedrica utilizada para la recuperacion de LST

obtenida a partir de datos satelitales, la cual se presenta a continuacion:

Todos los objetos con temperaturas superiores al cero absoluto emiten radiacion, la
cantidad de radiacion de un cuerpo negro en equilibrio térmico a la longitud de onda A y
a una temperatura T, se describe mediante la ley de Planck:

C
BA(T) = L @

A>[exp (ﬁ) -1

Donde B,(T) es la varianza espectral de un cuerpo negro(W m=2 um~1sr=1) a
temperatura T (°k) y a una longitud de onda A (um); y C; yC, son constantes fisicas (C; =
1.191 % 108W pm*sr~Im™2,C, = 1.439 * 10* um = K)

Debido a que la mayoria de los objetos naturales no son cuerpos negros, se debe tener
en cuenta la emisividad. La radiancia espectral de un cuerpo no negro es igual a la
emisividad espectral multiplicada por la ley de Planck. Una vez conocida la radiancia y
la emisividad emitidas. La longitud de onda 4,,,,, del pico de radiancia monocromatica a

una temperatura (T) viene dada por la ley de desplazamiento de Wien:

TAmax = 2897.9 k um 2)
En donde la longitud de onda 4,,,, a la que se produce la emisibn maxima varia
aproximadamente de 11,6 um a 8,8 um si el LST varia de 250 °K a 330 °K con la

temperatura media de la Tierra de aproximadamente 288 °K.

Un sensor infrarrojo a bordo de un satélite mide la radiacion de la Tierra y su atmosfera,
en la cual utiliza la ecuacion de transferencia radiativa y asume que la atmosfera esta
libre de nubes bajo equilibrio termodindmico local. La radiancia infrarroja del canal [;

recibida por un sensor en la atmdsfera superior (TOA) se puede escribir como:

Ii (9' (P) = Ri(eJ (0) Ti(ei (P) + RatiT(eﬁ (P) + RsliT(er <P) (3)

Donde R; es la radiancia del canal observada en el canal i al nivel del suelo dada por:
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Ri (0' (p) = gi (9' (p)BL(TS) + [1 - Si (Hl (/))] Ratu + [1 - gi (el (p)] RSlil (4)
+ ppi(0, 9, 05, 95)E; cos(6s) T (65, ¢5)

Donde 6 y ¢ representan los &ngulos de visién cenital y azimutal, t; es la transmitancia
efectiva de la atmésfera en el canal i. R; t; es la radiancia observada a nivel de
piso, Ry:,€s la radiancia térmica de la atmosfera superior, Ry, €s la radiacion de
difusion solar ascendente resultante de la dispersién atmosférica de la radiacion solar,
g; v Ts son la emisividad superficial efectiva y la temperatura superficial en el canal i. ¢; B;
es la radiacion emitida directamente por la superficie, R, es el radiancia térmica
atmosférico descendente, Ry, es la radiancia de difusion solar descendente, 1 —
(0, 0) Rat;, ¥ 1—¢&(0,0)] Ry, representan la radiancia térmica atmosférica
descendente y la radiancia de difusion solar reflejada por la superficie, p,; es la
reflectividad bidireccional de la superficie, E; es igual a la irradiancia solar en TOA,
B, psson los angulos solar cenital y azimutal y py; E; cos(6;) T;(0s, ¢5) €S la radiacion

solar directa reflejada por la superficie.

La figura 1-3 ilustra la ecuacion de transferencia radiativa en regiones del infrarrojo
donde:
1 = La radiancia observada a nivel del suelo atenuado por la atmosfera
2 y 3 = La radiancia térmica atmosférica ascendente y la radiancia de difusion
solar ascendente.

4 = La radiancia emitida directamente por la superficie

5y 6 = La radiancia térmica atmosférica descendente y la radiancia de difusion
solar reflejada por la superficie

7= radiacion solar directa reflejada por la superficie
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Capa de intercambio

&B(Ts)

T Py Superficie del suelo

Figura 1- 3 Esquema de ecuacién de transferencia radiativa en la regién del infrarrojo.
Fuente: editado de Li et al. (2013)

En la actualidad, varios sensores remotos brindan informacion TIR, lo que permite
generar productos de LST de resolucién espacial y temporal para diferentes periodos
de tiempo. La tabla 1-1 resume los diferentes datos satelitales disponibles de LST, sus

caracteristicas y los algoritmos utilizados para su derivacion.

Particularmente los productos LST de MODIS Aqua y Terra han sido ampliamente
utilizados debido a sus caracteristicas de resoluciéon espacial y temporal, las cuales
permiten ser utilizadas para muchas aplicaciones ambientales, dentro de ellas, en la
estimacién de la temperatura del aire superficial (Mutiibwa et al., 2015). MODIS LST se
deriva de los canales TIR 31 (10.78-11.28 ym) y 32 (11.77—12.27 um), con correccion

atmosférica utilizando el algoritmo de ventana dividida generalizada.

El algoritmo de ventana dividida, es el método méas popular para la recuperacion de LST
a partir de datos de satelitales (Wang et al., 2019). Este método utiliza dos canales TIR
y puede ser de dos tipos: método de ventana dividida lineal y método de ventana dividida
no lineal, en donde el primero expresa LST como una combinacién lineal de la

temperatura de brillo para dos bandas TIR y el segundo expresa LST como una
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combinacién no lineal de la temperatura de brillo para dos bandas TIR (Liang Li et al.,
2013).
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Tabla 1- 1 Resumen de los productos LST provenientes de sensores remotos

Resolucidn Bandas espectrales TIR Fechade Algoritmos para derivacién de
Sensor Satélite  solucidn espacial temporal (um) disponibilidad LST
Landsat 7 60 m 16 dias (Banda 6) 10.4-12.5 1999 Single-channel algorithm
Landsat i (Banda 10) 10.6-11.19 . )
Landsat 8 100 m 16 dias 2013 Single-channel algorithm
(Banda 11) 11.50-12.51
Banda 31) 10.78-11.28 it-wi i i
MODIS Terra ~1 km 2 veces diarias ( : 2000 Split-window algo_rlthm, Day/night
(Banda 32) 11.77-12.27 algorithm
Banda 31) 10.78-11.28 it-wi i i
MODIS Aqua ~1km 2 veces diarias ( ) 2002 Split-window algqnthm, Day/night
(Banda 32) 11.77-12.27 algorithm
(Banda 10) 8.125-8.475
(Banda 11) 8.475-8.825
ASTER Terra 90 m 2 veces diarias (Banda 12) 8.925-9.275 1999 TES algorithm
(Banda 13) 10.25-10.95
(Banda 14) 10.95-11.65
Multiple o (Banda 4) 10.3-11.3 Split-window algorithm, TISI
AVHRR ~1.1 km 2 veces diarias 1979 : '
NOAA (Banda 5) 11.5-12.5 algorithm
Banda 4) 10.3-11.3 it-wi i
AVHRR  MetOP ~1.1km 29 dias ( ) 2006 Split-window algorithm, TISI
(Banda 5) 11.5-12.5 algorithm
AATSR Envisat ~1 km 35 dias 11.0-12.0 2004 Split-window algorithm
- 10.8
SEVIRI Met%osat ~3 km Geoestacionario 12 2005 Split-window algorithm
) ) (Banda 4)10.2-11.2 o )
GOES GOES ~4 km Geoestacionario 1974 Split-window algorithm

(Banda 5) 11.5-12.5







1.3 Trabajos previos

Existen tres principales enfoques cominmente utilizados para estimar la temperatura del
aire en funcién de los productos obtenidos de imagenes satelitales: 1) métodos basados
en el equilibrio de energia, 2) indices de temperatura y vegetacion, y 3) con enfoque

estadisticos:

Métodos basados en el equilibrio de energia
Los métodos de equilibrio de energia se basan en modelos fisicos, en donde la suma de
la radiacion neta entrante se considera igual a la suma del flujo de calor del suelo, el flujo
sensible y el flujo de calor latente (Hou et al., 2013; Zhang et al., 2017). Estos métodos han
sido menos aplicados en comparacién con los otros dos debido a su complejidad (Benali
et al., 2012) y a la gran cantidad de informacién necesaria muy poco monitoreada (Ej:
Radiacion solar neta, velocidad del viento). (Marzban et al., 2018). Como ejemplo la
investigacion de Hou et al. (2012) utilizan el modelo de relacion de equilibrio energético de
Bowen para calcular la temperatura del aire en la ciudad de Beijing y analizan la relacién
espacial de la temperatura del aire y los humedales. Obtuvieron un MAE= 2,21°C e
identificaron que los humedales tienen una influencia en la temperatura del aire en las

ciudades y que esta influencia disminuye a medida que aumenta la distancia al humedal.

indice de temperatura y vegetacion (TVX)
El indice de temperatura y vegetacion se basa en la suposicién de que, para un dosel
infinitamente grueso, la temperatura de la parte superior del dosel es la misma que dentro
de la cubierta. EI método utiliza principalmente la correlacion negativa entre LST y un indice
de vegetacion como el NDVI o EVI (Goward 1997, Stisen et al., 2007, Nieto et al., 2012;
Sun et al., 2014).

Prihodko & Goward (1997) estimaron la temperatura del aire en una zona de Kansas y
obtuvieron como resultado un MAE = 2.92 °C. Wenbin et al. (2013) estimaron la
temperatura del aire en rio Xlangride-Tibet usando LST y NDVI de imdgenes MODIS, y
obtuvieron como resultados un RMSE= 3.79 °C, MAE= 3.03 °C y r=0.83, por lo cual
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concluyen que la temperatura diaria en la zona de estudio se puede derivar de manera

efectiva de los productos MODIS mediante el uso del método TVX.

Sin embargo, a pesar del potencial de TVX para calcular la temperatura del aire, los
supuestos de la relacién lineal y negativa entre LST y NDVI no siempre es aplicable y esta
influenciado por la estacionalidad, el tipo de ecosistema y la variabilidad de la humedad
del suelo (Janatian et al., 2017). Schneider dos Santos (2020) menciona que, en las areas
urbanas, y superficies sin vegetacion como ciudades, este enfoque no es adecuado.

Métodos estadisticos
Son los mas utilizados para estimar la temperatura del aire (Schneider dos Santos, 2020),
estos pueden ser métodos de regresion simples y avanzados. Los simples generalmente
se basan en una regresion entre la temperatura del aire medida por estaciones
meteoroldgicas y LST (Chen et al., 1983; Vogt et al., 1997; Mostovoy & King, 2006; Nichol
et al., 2009; Bahi 2016; Shi et al., 2017). Los productos de LST provenientes de sensores
como VISSR (Chen et al., 1983), MODIS (Bahi 2016; Shi et al., 2017), AVHRR (Davis &

Tarpley,1983), han sido ampliamente utilizados.

La relacion lineal entre la temperatura del aire y LST han dado resultados prometedores
en las estimaciones. Por ejemplo, Bahi et al. (2016) estimaron la temperatura del aire diaria
maxima (Ta max) y minima (Ta min) en la ciudad de Casablanca-Marruecos a partir de
imagenes satelitales MODIS diurnas y nocturnas respectivamente, y obtuvieron valores de
R2=0,775y RMSE = 2.037°C para Ta max, y R2=0.921 y RMSE=1.503°C para la Ta min

en la validacion.

Por otro lado, Shi et al. (2017) mencionan que su estudio demuestra la viabilidad de utilizar
LST (MODIS) para estimar la temperatura del aire en la regién del rio Yangtze-China y
mencionan que LST diurna esta altamente correlacionada con la temperatura maxima del
aire. Vogt et al. (1997) utiliza productos LST (NOAA-AVHRR) para estimar la temperatura
del aire maxima diaria en Andalucia-Espafia para el afio de 1992, basandose en la media
de todos los resultados de validacion obtuvieron un valor de R?= 0.83, sugiriendo que existe

una fuerte relacién entre estas dos variables.
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Los métodos estadisticos avanzados utilizan mas de una variable auxiliar para estimar la
temperatura del aire (Xu et al., 2012; Benali et al., 2012; Janatian et al., 2017; Li et al.,
2019). Se han empleado diferentes métodos, entre ellos se destacan: regresion lineal
multiple (Zheng et al. (2013); Xu et al., 2014; Janatian et al., 2017) y métodos de
aprendizaje automatico como: regresion de bosques aleatorios (RF) (Xu et al., 2014; Yoo
et al., 2018; Li et al. 2019), maquinas de soporte vectorial (Marzban et al., 2018), y redes

neuronales (Jang et al., 2014; Marzban et al., 2018; Yang et al., 2019).

Estos métodos suelen tener un mejor rendimiento en comparacion a los métodos simples,
debido a que al incorporar mas variables auxiliares se puede explicar de mejor manera el
fendmeno estudiado. Janatian et al. (2017) evaluaron, en un marco estadistico, como la
incorporaciéon de variables auxiliares al LST diurno y nocturno puede mejorar las
estimaciones de la temperatura del aire semanal. Como resultado, encontraron que la LST
nocturno, dia juliano, angulo cenital solar, NDVI, latitud y altitud eran las variables mas
efectivas para construir el mejor modelo, mejorando el rendimiento de las estimaciones, de
valores de R?=0.702, RMSE=5.5°C, MAE= 4.2°C cuando se utiliza LST diurno, R?>=0.778,
RMSE= 4.5°C, MAE= 3.6°C cuando se utiliza LST nocturno, a valores de R?= 0.912,
RMSE= 3.0°C, MAE= 2.2°C cuando se introduce mas variables al modelo de regresion

lineal.

Varios estudios han utilizado regresion lineal multiple para estimar la temperatura del aire
en diferentes partes del mundo. Benali et al., (2013) evalian la exactitud de las
estimaciones de temperatura diaria promedio, maxima, minima en Portugal utilizando LST
(MODIS), y otras variables auxiliares (dia juliano, duracion del dia, elevacion, distancia a
la costa), obteniendo valores de RMSE= 1.33 °C,1,83 °C y 1,74°C respectivamente. Liu et
al. (2019) utilizaron 9 variables auxiliares para estimar la temperatura del aire instantanea
en china obteniendo valores de correlaciéon (r) = 0.89, RMSE= 3.28 ° C y porcentaje de

sesgo (P-Bias) = 0.07 °C en los resultados de validacién de la regresion lineal multiple.

Yoo et al. (2018) menciona que los métodos de aprendizaje automatico han mostrado gran
capacidad en estimar la temperatura del aire en paisajes complejos y heterogéneos
utilizando LST y otras variables auxiliares. Marzban et al. (2018) utilizaron tres métodos de
aprendizaje supervisado (sistema neuro-difuso (ANFIS), redes neuronales (ANN) y

maquinas de soporte vectorial (SVR)) para estimar temperatura durante el dia y la noche.
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Los resultados indicaron que el modelo ANN logré una mejor exactitud en las estimaciones
(RMSE = 2,16 ° C, MAE = 1,69 ° C, R2 = 0,95) en relacién a los modelos SVR (RMSE =
250°C,MAE=192°C,R2=0,91) y ANFIS(RMSE=288°C, MAE=2,2°C,R2 =
0,89), mencionando que sus resultados muestran que estos métodos tienen un enfoque
apropiado para estimar la temperatura del aire. Li et al., (2019) estiman la temperatura
media mensual en China utilizando regresion de bosques aleatorios entre los afios 2001 y
2015, obteniendo como resultados de la validacion cruzada valores de MAE entre1,15 °C
y 1,44°C y de RMSE entre 1,57°Cy 1,99°C

Existen ciertos estudios que hacen comparaciones entre los métodos de maquinas de
aprendizaje y regresion lineal multiple. Meyer et al. (2017) compara el uso de regresion
lineal y métodos de aprendizaje de maquina (regresion de bosques aleatorios, maquina de
aumento de gradiente(GBM) y Cubist) para estimar la temperatura del aire mensual en la
Antartida utilizando LST (MODIS) y otras variables auxiliares. Como resultado, encontraron
gue los modelos de aprendizaje automatico en general superaron ligeramente al modelo
de regresion lineal a excepcion de RF (LR: R? = 0.64, RMSE= 11.02, GBM: R2=0.71,
RMSE=10.51 °C, Cubist: R2 =0.69, RMSE = 10.85 °C y RF: RMSE =11.95 °C, R2 = 0.56).

Noi et al. (2017) también comparan el uso de regresién lineal multiple, regresion cubist y
regresion de bosques aleatorios para estimar la temperatura del aire mensual en el
noroeste de Vietnam utilizando diferentes combinaciones de productos LST (MODIS)
diurnos y nocturnos. Obtuvieron que, los modelos de aprendizaje automatico mejoran

ligeramente las estimaciones en comparacion con la regresion lineal maltiple.

Al igual, Xu et al. (2014) evaluaron el rendimiento de los modelos de regresion lineal
multiple y bosques aleatorios para estimar la temperatura del aire Columbia Britanica-
Canada, utilizando nueve variables ambientales (LST, indice de vegetacion de diferencia
normalizada (NDVI), indice de agua de diferencia normalizada modificada (MNDWI),
latitud, longitud, distancia al océano, altitud, albedo y radiacién solar). Sus resultados
indicaron que la regresion de bosques aleatorios presento una mayor exactitud (MAE =
2.02 ° C, R2=10.74) en las estimaciones en relacion a la regresion lineal (MAE = 2.41 ° C,
R? = 0.64). Los autores mencionan que el incremento del rendimiento de las estimaciones

de los modelos basados en un enfoque de aprendizaje en comparacion a modelos de
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regresion lineal multiple se debe a que pueden manejar relaciones no lineales entre la

temperatura del aire y las variables auxiliares utilizadas.

En relacién al uso de variables auxiliares, segun la revision bibliogréfica realizada, LST es
la variable auxiliar mas reportada en estudios de estimacion de la temperatura del aire a
partir de imagenes satelitales (Florio et al., 2004; Nieto et al., 2011; Shi et al., 2017;
Emamifar & Akbar., 2013; Sun et al., 2014; Shi et al., 2017; Li et al., 2019).

En concordancia con lo mencionado por Schneider dos Santos (2020) los estudios
demuestran que LST también es el predictor mas relevante para la estimacién de la
temperatura del aire. Por ejemplo, Xu et al. (2014) y Meyer et al. (2016) reportaron a LST
como la variable mas importante para estimar la temperatura del aire en sus estudios en
funcién del porcentaje de aumento del error cuadratico medio (% IncMSE) utilizando
regresion de bosques aleatorios. También Benali et al. (2012), identificaron a LST nocturna
como la variable méas importante para estimar la temperatura del aire promedio semanal

utilizando regresién lineal multiple debido a su alta correlacion.

También, se destaca el uso de otras variables auxiliares que han permitido mejorar el
rendimiento de las estimaciones. Yang et al. (2017) explora el uso de variables auxiliares
para estimar la temperatura del aire maxima cada ocho dias usando regresion lineal
multiple en el noroeste de China. Obtuvo que las variables LST diurna, NDVI, duracién del
dia, cielo despejado, dia juliano y latitud fueron las més pertinentes para obtener el mejor
rendimiento del modelo. Noi et al. (2017) mencionan que la incorporacion de variables
auxiliares elevacion y dia Juliano mejoro el rendimiento de las estimaciones de temperatura

del aire y destaca que pueden ser esenciales en zonas con topografia compleja.

La tabla 1-2 resume los resultados de varios estudios donde estiman la temperatura del
aire. Cada uno presenta caracteristicas particulares como: region y extension del area de
estudio, variables auxiliares utilizadas, productos satelitales utilizados, numero de datos in
situ para la generacion de los modelos, modelos empleados, entre otros. Lo cual influyen

en los resultados obtenidos.



Tabla 1- 2 Resumen de estudio previos sobre estimacion de la temperatura del aire usando datos de sensores remotos

5 Namero Productos
Autor Area c_ie ’Extensmn de_I d_e satelitales Variables evaluadas Métodos Resultados
estudio area de estudio estaciones -
S utilizados
in-situ
Prihodko  Noreste de TIR .
(terrestrial - L, Indice de temperatura  Correlacion (r) = 0.93, error
& Kansas - LST e Indice de vegetacion de . e . O
5 thermal - . ) y vegetacion empirico absoluto medio (MAE) =
Goward Estados . diferencia normalizada(NDVI) o
: infrared (TVX) 2,92°C
(1997) Unidos L
emissions)
Florio et Estados 33-82 AVHRR Latitud, longitud, elevacion, y kriging y regresion Kriging MAE = 0.9°C, MLR
al. (2004) Unidos LST lineal multiple (MLR) MAE =14°C
Nieto et  Peninsula MSG-
A 596.740 km? 361 SEVIRI LST y NDVI TVX MAE=2.8 - 4°C
al. (2011) Iberica :
images
Delta del rio LST, angulo cenital solar, MLR = 2.20°C - 2.34°C,
Xu et al Yangtze - albedo, flujo de r_adIaC|0_n solar usando una ventana 5x5
' 101.000 km? 79 MODIS  descendente, altitud, altitud de MLR - . -
(2012) este de - L tamafio de pixel MAE=
: profundidad oOptica de aerosol, o
China . ; 1.98°C
angulo de acimut solar
LST, NDVI, elevacién, . -
. . . . Ta raiz del error cuadratico
Benali et , distancia a la costa, distancia medio (RMSE) media= 1.33
al. (2012) Portugal 92.090 km 106 MODIS |a§tigu3i;u\]eljﬁ)§:od%Sgal::?én MLR °C, Ta min RMSE=1.74 °C,
’ P Ta max RMSE =1.83 °C
del dia
Emamifar - Khuzestan - LST, radiacién solar
& Akbar  suroeste de 63.238 km2 29 MODIS ' . X Modelo de arbol M5 RMSE=2.3 °C, R2=0.96
" extraterrestre y dia Juliano
(2013) Iran
. . . . - Ta media RMSE= 0.86 °C,
DS Nede aoravies o wopis AN coenelied | ML te T mn RuSE-LL  Ta
) ’ max RMSE =1.10 °C
LST, NDVI, indice de agua de
Xu et al Columbia diferencia normalizada, MLR y regresién de RF MAE = 2.02°C, R2 =
(2014)' Britanica — 944.735 km? 288 MODIS latitud, longitud, distancia al bosques aleatorios 0.74; MLR MAE = 2.41°C,
Canada océano, albedo, radiacién (RF) R2=0.64
solar
Jang et Sur de 5 bandas de la imagen Redes neuronales
g Quebec — 80 NOAA AVHRR, altitud, angulo cenital RMSE= 1.79 °C, r= 0.926
al. (2014) Canada (ANN)

solar y dia Juliano
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Sun et Norte de LST e Indice de vegetacion
al. (2014) China 7,081 GLSAT-v1.0 mejorado (EVI) DTVX RMSE 2.23 K, R2 of 0.977.
Bahi Casa Blanca L . Ta min RMSE=1.503°C,
(2016) - Marruecos 386 Km? 9 MODIS LST Regresion gaussiana R?=0.921; Ta max
RMSE=2.037°C, R2=0.775
LR RMSE=11.02, R2=0.64;
LST, elevacion, vista aérea, RF RMSE=11.95, R2=0.56;
ell\l/le(é%rlzt) Antartica 14.2 millones km? 32 MODIS pendiente, mes, estacion del re'\g/]”r_ezliéi':éu(gthl\?éu{J) Cub RMSE= 10.85,
’ afio, hora, aspecto, hielo R2=0.69, GBM RMSE 10.51,
R2=0.71
LST, latitud, altitud, dia
Janatian Jléliang, énglulo c::‘nital soltar, Diaria Ta MAE= 2.3°C
radiacion solar extraterrestre, iaria Ta =2.3°C,
(28?7') Este de Iran 20 MODIS NDVI, EVI, banda roja, azul, MLR semanal Ta MAE= 1.8°C
infrarrojo cercano infrarrojo
medio.
Shi et al. Delta del rio o _
(2017) Yang_tze - 87 MODIS LST Regresion lineal simple MAE = 2.5°C
China
LST, NDVI, dia Juliano, Sistema adaptativo de ANN RMSE=2,16°C,
M latitud, longitud, . . MAE=1,69°C, R2 = 0,95;
arzban . S inferencia Neuro Fuzzy _ o
ot al. Berlin - 892 km? 20 MODIS . .!Em|S|V|I|da.d31, (ANFIS), ANN SVR RMSE= 2.50°C, MAE
(2018) Alemania Emisivilidad32, altitud, albedo, Maquinas d’e sopé)rte =1.92°C, R2=0.91; ANFIS
velocidad del viento, direccion vectorial (SVR) RMSE= 2.88°C, MAE=
del viento presion del aire 2.2°C, R2 =0.89
Heihe
Zonas Wate_rshed LST, MOD_IS banda 1-7,
Yang et tibetanas - Allied NDVI, EVI, }IpO dg coberFura ngural netvyork and
al. (2019) del oeste de 128.000 km? 9 Telemetry del sqelo, dia Jul_lano, latitud, inverse distance MAE= 1.45°C to 2.15°C
’ Sichuan Experimental  longitud, elevacion, angulo weighting (ANN-IDW)
Research cenital solar
(HIWATER)
Li et al. . . LST, NDVI, elevacion, luz MAE = 1.15 - 1.44 °C,
China 9'596.960 km? 622 MODIS nocturna RF RMSE = 157 - 1.99 °C

(2019)




1.4 Criterios de seleccion metodolégica

Area de estudio
Se selecciond la cuenca del Paute debido a la importancia de conocer la distribucién
espacial de variables climéaticas como temperatura del aire por su valor en la produccion
de energia eléctrica del Pais y servicios ecosistemas que brinda a varios de los sistemas

productivos de los Andes sur del Ecuador.

Temporalidad
El periodo de estudio 2014-2017, se seleccion6 de acuerdo a las fechas donde existe
mayor disponibilidad de datos de temperatura del aire en la cuenca del rio Paute. En
relacion a la resolucién temporal de las estimaciones de temperatura del aire, estas se
realizaron mensualmente, debido a que la zona de estudio se encuentra en los trépicos,
presentando en imagenes satelitales a nivel diario o semanal un mayor porcentaje de

vacios de informacién por la nubosidad.

Seleccion de los modelos
Debido a que la red meteoroldgica en la cuenca del Rio Paute es escasa, y ademas la
distribucién de las estaciones meteorolégicas no es apropiada para capturar la variabilidad
espacial de la temperatura del aire mensual se establecié que los métodos de interpolacién
tradicionales como IDW o Kriging Ordinario, no son adecuados para la estimacion de la
temperatura del aire en la zona de estudio. La incorporaciéon de variables auxiliares
obtenidas de sensores remotos se tomé como la alternativa mas pertinente bajo estas

condiciones.

Con relacién a los métodos para estimar la temperatura del aire a partir de datos de
sensores remotos, se selecciond un enfoque estadistico. En este caso, los métodos de
TVX podrian no ser adecuados ya que el area de estudio presenta zonas urbanas (Cuenca,
Azogues, Paute, Biblian, Guacaleo) y en relacion a los métodos basados en el equilibrio
de energia, se necesita una gran cantidad de datos de entrada, muchos de ellos no

disponibles para el area de estudio.
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Al igual que los estudios de Meyer et al. (2017), y Xu et al. (2014), se seleccion6 mas de
un modelo de regresién para comparar el rendimiento de estos. En este caso se escogid
regresion lineal maltiple y regresion de bosques aleatorios por ser métodos ampliamente
estudiados con resultados satisfactorios. Ademas de, regresion Kriging como método que
permitiria corregir los errores de las regresiones, aumentando la exactitud de las

estimaciones.

Variables auxiliares
Se seleccionaron cuatro variables auxiliares: altitud, LST, latitud y longitud. Segun la
revision bibliografica la altitud es la variable que mas influye en la distribucién de la
temperatura del aire en los Andes. Para este estudio se seleccioné el modelo de elevacion
digital ASTER GDEM por ser de acceso libre y tener un nivel de exactitud aceptable. Las
variables latitud y longitud se incluyeron siguiendo lo sugerido por Szymanowski et al.
(2015), en donde mencionan que inclusion de las coordenadas geograficas como variables

auxiliares permiten modelar caracteristicas climaticas especificas de un area de estudio.

Se selecciond LST por ser la variable auxiliar mas reportada y mas relevante en la
estimacion de la temperatura del aire en estudios previos. Se establecié que las imagenes
MODIS de LST eran pertinentes en este estudio por ser de libre acceso, tener un
procesamiento relativamente facil y por proporcionar cuatro productos satelitales
mensuales. Ademas, puesto que MODIS establece un rango de aceptacion de valores de
LST en relacion a diferentes pardmetros de calidad (Ej. tener una condicion de cielo
despejado), es relativamente facil eliminar los pixeles que no se encuentran dentro de
estos, de esta manera se asume que los productos son adecuados para representar la

temperatura real de la superficie terrestres.

Se excluyen el uso de las variables como duracion del dia, dia juliano, mes y estacién del
afo, debido a que las estimaciones se realizan mes a mes, siendo estas capas de entrada
homogéneas en la zona de estudio, sin tener una influencia directa espacialmente. Se
excluyen variables como velocidad del viento, direccion del viento, radiacién solar, por no

estar disponibles para la zona de estudio.

Y se excluye la variable vegetacién, debido a que las imagenes MODIS de NDVIy EVI se

encuentra en resoluciones temporales diferentes (cada 16 dias) sin coincidir en los limites
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mensuales. Ademas, al tener mayor resolucion temporal, existe un mayor nimero de
pixeles con presencia de nubes. En este caso, al ser una variable discontinua, el uso de

métodos para el relleno de pixeles vacios puede causar cierta incertidumbre.

1.5 Modelos utilizados en esta investigacion

En esta seccion se describe los modelos de regresion utilizados en esta investigacion. Su
conceptualizacién fue tomada de: Segal (2004), Hengl et al. (2007), Hengl (2009), James
et al., (2017) y Hengl et al. (2018)

1.5.1 Regresion lineal

La regresion lineal supone que la variable dependiente esta relacionada linealmente con
las variables independientes o auxiliares. El modelo de regresion lineal para estimar una

variable Z en la ubicacién s, se expresa como (Ecuacion 5):

p
250) = ) Bk () )
k=0

Donde B es el coeficiente del modelo determinista estimado, y g, son las variables

auxiliares.

1.5.2 Regresion de bosques aleatorios

Los bosques aleatorios son una combinacion de arboles predictores de manera que cada
arbol depende de los valores de un vector aleatorio muestreado de forma independiente y

con la misma distribucion para todos los arboles del bosque.

La formulacion matematica del método es bastante simple el cual hace hincapié en
entrenar iterativamente el algoritmo, utilizando técnicas como “bagging”. Las predicciones
en regresion de bosque aleatorios se generan como una estimacion de conjunto a partir
de varios arboles de decision basados en muestras. Las predicciones finales son el

promedio de predicciones de arboles individuales (Ecuacion 6).
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B
1 .
fB = 7 bZl ty(x) 6)

Donde b es la muestra de bootstrap individual, B es el nimero total de arboles y t;, es el

arbol de decision individual:
tp(X) = t(x; Zpy, ) Zpi) (7)

Donde z;,(k=1.....K) es la k-ésima muestra de entrenamiento con pares de valores para la

variable objetivo (y) y covariables (x): z;; = (X, Vx)

1.5.3 Regresion Kriging

Las técnicas de interpolacion hibridas combinan dos enfoques conceptualmente diferentes
para modelar y cartografiar la variabilidad espacial:
- La interpolacion basada uUnicamente en observaciones puntuales de la variable
objetivo.
- Lainterpolacién basada en la regresion de la variable objetivo sobre informacion

auxiliar espacialmente exhaustiva.

Regresion Kriging se encuentra dentro de estas técnicas de interpolacion hibridas, la cual
combina una regresion y la interpolacion de los residuos de la regresion usando Kriging.
Es decir, una variable objetivo en algun lugar, se puede calcular como una suma de los
componentes deterministicos y estocasticos, los cuales se pueden modelar por separado
(ecuacion 8):

2(so) = M (so) + é(so) (8)

p n
= D Ber S + ) A elsp)
k=0 i=1

Donde m(s,) es la parte determinista ajustada, é(s,)es el residual interpolado, B, son los
coeficientes deterministicos estimados del modelo, A; son los pesos de kriging
determinados por la estructura de dependecia espacial del residual y e(s;) es el residuo en

la ubicacion s;. Los coeficientes de regresion ) pueden estimarse mediante algin método
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de ajuste como minimos cuadrados ordinarios y minimos cuadrados generalizados
(ecuacién 9)
Bors = (@7 * CTxq) ™t xq"+ CT xz ©)

Donde f;.s es el vector de coeficientes de regresiéon estimados, C es la matriz de
covarianza de los residuales, g es una matriz de predictores en las ubicaciones de
muestreo y z es el vector de valores medidos de la variable objetivo. Una vez que se ha
estimado la parte determinista de la variacion, el residual se puede interpolar con Kriging
y agregar a la tendencia estimada. En notacién de matriz, regresion Kriging se escribe

como la ecuacion 10
2(s0) = q& * Bors + A5 * (2 — q * Bors) (10)

Donde Z(sy) es el valor predicho en la ubicacion sy, q, €s el vector de p + 1 predictores y
Ao €s el vector de n ponderaciones Kriging utilizadas para interpolar los residuos. Este
modelo de prediccion tiene un error que refleja la posicion de nuevas ubicaciones

(ecuacioén 11):

04k (So) = (Co+C) —ch * Chx co+(qo—qT *C 1 )T+ (qg"*CLxg)™t  (11)
* (qo—q" *C71 x ¢p)

Donde (C, + C,) es la variacion del umbral y ¢, es el vector de covarianzas de los residuos

en la ubicaciéon no visitada

1.5.4 Métodos de validacién de los modelos de regresion

Los métodos de validacion de los modelos de regresion permiten evaluar la capacidad de
estos para predecir la variable respuesta. El método de validacion aleatorio o simple divide

aleatoriamente el conjunto de observaciones disponibles en dos partes:

- Un conjunto de datos de entrenamiento: son los datos con los que se genera el
modelo.
- Un conjunto de datos de prueba o validacion: son datos que no han sido utilizados

para ajustar el modelo.
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Este método permite estimar la tasa de error de prueba o validacién (Test error rate), la
cual esta asociada al error que comete un modelo al predecir observaciones relacionadas
con el ajuste de un método en un conjunto de datos. Esta tasa de error de validacion resulta
de ajustar varios modelos de regresién en un conjunto de datos de entrenamiento y evalla
su desemperio en el conjunto de datos de validacion, utilizando estadisticos como el error
medio cuadratico como métrica del error del conjunto de validacién. A pesar de que este

método es simple y facil de implementar tiene ciertas limitaciones:

- La estimacién de la tasa de error de validacibn puede ser muy variable,
dependiendo precisamente de qué observaciones se incluyen en el conjunto de
entrenamiento y qué observaciones se incluyen en el conjunto de validacién.

- En el enfoque de validacion, solo un subconjunto de las observaciones, las que
estan incluidas en el conjunto de entrenamiento en lugar de en el conjunto de
validacion, se utilizan para ajustar el modelo. Dado que los métodos estadisticos
tienden a funcionar peor cuando se entrenan con menos observaciones, esto
sugiere que la tasa de error del conjunto de validacién puede tender a sobreestimar

la tasa de error de prueba para el ajuste del modelo en todo el conjunto de datos.

Por lo cual, dependiendo de los datos utilizados, es recomendable en ciertos casos aplicar
métodos de validacién més complejos como validacién cruzada de K iteraciones (k-Fold
Cross-Validation), validacion cruzada dejando uno fuera (Leave-One-Out Cross-
Validation), validacion cruzada Jackknifing, entre otros. A continuacion, se explica el
método de validacion cruzada dejando uno afuera (LOOCYV) el cual fue utilizado en esta

investigacion.

El método LOOCYV divide el conjunto de observaciones en dos partes. Sin embargo, en
lugar de crear dos subconjuntos de tamafio comparable, se utiliza una Unica observaciéon
(x1,y1) para el conjunto de validacion, y las observaciones restantes
{(x2,¥2), ..., (xn, ¥»)} forman el conjunto de entrenamiento. En este caso, la regresion se
ajusta a las n-1 observaciones de entrenamiento y hace una predicciébn y; para la
observacion excluida usando su valor x;. Debido a que (x;,y;) no se utilizo en el proceso
de ajuste, los valores y,,y; son utilizados para calcular las métricas para conocer el error

de prediccién. Este procedimiento se repite n veces (nimero total de observaciones) y la
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estimacién de la métrica estadistica del error es igual al promedio de estas n estimaciones
de error de validacion (Ejemplo ecuacién 12)

1 o (12)
CVeny = ;Z()ﬁ -3
i=1

Este método tiene ciertas ventajas en relacion al método validacién aleatorio:

- Tiene mucho menos sesgo. Este método tiende a no sobreestimar la tasa de error
de prueba tanto como lo hace el otro método debido a que se utiliza todos sus datos
para entrenamiento y validacion.

- Debido a que no hay aleatoriedad en las divisiones de los datos, siempre se

produciran los mismos resultados.

Sin embargo, dentro de sus desventajas, debido a que, el modelo debe ajustarse n veces,
al trabajar con un nimero grande de muestras puede tener un costo computacional muy
superior.
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2. Metodologia

2.1 Areade estudio
La cuenca hidrografica del rio Paute se encuentra en los Andes sur del Ecuador, en la
depresién interandina, entre la Cordilleras Oriental (limite este) y Occidental (limite
oeste). Su superficie es aproximadamente de 5.000 Km?; administrativamente se ubica
dentro de las provincias del Azuay, Cafiar, Chimborazo y Morona Santiago (Figura 2-1).
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Figura 2- 1 Area de estudio. Ubicacion de las estaciones meteorologicas

El clima en los Andes del Ecuador esta fuertemente afectado por su topografia donde
las montafias actian como barreras ante las masas de aire e influencian la distribucion
de las lluvias y de la temperatura (Varela & Ron 2019). El patrén climético en la cordillera
occidental esta influenciado por el régimen costero del Pacifico desde el oeste y las
masas de aire del Atlantico continental y tropical desde el este (Vuille et al., 2000). La
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cuenca del rio Paute presenta una estacionalidad bimodal interandina tipica de lluvia,
con picos en marzo - abril y octubre - noviembre, y una estacion seca profunda en julio

y agosto (Campozano, Sanchez, Avilés y Samaniego, 2014).

La cuenca del Rio Paute tiene gran importancia ecosistemica, alberga parte del Parque
Nacional el Cajas, Parque Nacional Sangay, Parque Nacional Rio Negro-Sopladora; el
area Nacional de Recreacién Quimsacocha; las areas de Vegetacion y Bosques
protectores: Tinajillas-Rio Gualacefio, Aguarongo, cuenca del rio Paute, Mazan y El
Collay, y las areas Ecoldgicas de Conservacién Municipal: 7 iglesias y Runa Urco.
Alrededor del 32% del territorio esta compuesto por ecosistemas de paramo, y un 27%
por ecosistemas montano y pie montano, que son determinantes en la provisién de
servicios como el agua, el almacenamiento de carbono, y recursos genéticos. Ademas,
se ubica el Complejo hidroeléctrico Paute Integral (CELEC EP - Hidropaute), el cual

suministra alrededor del 35 % de la energia eléctrica del pais.

2.2 Descripcion de los datos

Los datos utilizados en el desarrollo de esta investigacion se obtuvieron de 3 fuentes
principales: datos de estaciones meteorolégicas, del espectrorradiometro de imagenes
de media resolucion (productos MODIS) de la NASA y del mapa global digital de

elevacion, del radiometro de reflexion y emision térmica (ASTER).

2.2.1 Datos de temperatura del aire medidos en estaciones
meteorologicas

Se utiliz6 datos de temperatura del aire mensual entre enero del 2014 hasta diciembre
del 2017 (total de 48 meses), provenientes de 28 estaciones meteoroldgicas distribuidas
en la cuenca del rio Paute (Figura 2-1), 14 estaciones son manejadas por el Instituto
Nacional de Eficiencia Energética y Energias Renovables del Ecuador (INER)
gestionadas por la Universidad Politécnica Salesiana Sede Cuenca; 4 estaciones por
CELEL EP- Hidropaute, 7 estaciones por la Empresa de Telecomunicaciones, Agua
Potable, Alcantarillado y Saneamiento de Cuenca (ETAPA -EP), y 3 estaciones por la
Secretaria Nacional del Agua (SENAGUA) (Tabla 2-1).
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Tabla 2- 1 Coordenadas de las estaciones meteorologicas

Nombre de la estacién X y Manejada por  Altitud
Llacao 730418 9685180 INER 2542
CTS 720504 9677509 INER 2561
Cumbe 719190 9656242 INER 3179
Irquis 713645 9659192 INER 2665
Banos 689322 9673128 INER 3750
Nulti 729704 9682466 INER 2623
Quingeo 729055 9664593 INER 2895
San Joaquin 714405 9680807 INER 2764
Santa Ana 730085 9672006 INER 2651
Sayausi 715974 9681200 INER 2727
Sinincay 711858 9672769 INER 3100
Tixan 723017 9686678 INER 2725
Turi 721103 9674971 INER 2768
UPS 723584 9680788 INER 2556
Sigsig 745529 9662895 SENAGUA 2847
Mendez 797962 9699430 SENAGUA 485
Guachapala 751941 9694181 SENAGUA 2483
ElLabradoM 714556 9698522 ETAPA 3400
JimaM 732000 9646000 ETAPA 3020
Llaviucu 705553 9685489 ETAPA 3160
MachangaraDjChulcoM 720890 9695100 ETAPA 2980
MetCollay 761972 9697310 CELEC 2539
MetCelecCuenca 729730 9683757 CELEC 2480
GualaceoDjPamarPL 743598 9668104 ETAPA 2320
MetMazar 764115 9712870 CELEC 2327
MetSevilla 761256 9690278 CELEC 2796
SoldadosAjYanuncayL 696891 9674608 ETAPA 2371
UcubambaPTARM 729510 9682317 ETAPA 2420

La distribucion de las estaciones meteoroldgicas no considera la variacion altitudinal (los
rangos altitudinales se clasificaron por cuartiles). Existe una mayor concentracién de
monitoreo en areas de menor altitud, particularmente hacia el valle interandino. Mientras
tanto, el menor nimero de estaciones se encuentra en las areas con mayor altitud de la

cuenca hidrogréfica (Figura 2-2, Tabla 2-2).
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Tabla 2- 2 Numero de estaciones segun el rango altitudinal

Rango altitudinal NUmero de estaciones %
X<2650 15 55.17
2650<x<3006 6 20.69
3006<x<3437 5 17.24
x>3438 2 6.9

Leyenda
Estaciones meteomlog\cas
Elevacion >= 3438

S Low 458 3006 < Elevacion <= 3437

I 2550 < Elevacion <= 3006
I Elevacion <= 2650

Leyenda

Value
High : 4324

Figura 2- 2 Mapa con la ubicacion de estaciones por rango altitudinal

2.2.2 Sensores remotos

MOD11A3 y MYD11A3 son productos LST mensuales de los satélites Terra y Aqua,
respectivamente. Tienen una resolucion espacial de 0.05 grados, aproximadamente
5600 m en el Ecuador. Cada satélite toma dos mediciones por dia, Terra a las 10h30 y
22h30; y Aqua a las 13h30 y 01h30 y realiza un promedio mensual para cada hora de
toma. Los pixeles de las imadgenes LST satisfacen los siguientes parametros: (1) tener
datos de radiancia de Nivel 1B nominales en las bandas 31 y 32 (Figura 2-3); (2) estar
en tierra 0 en aguas continentales; (3) tener una condicion de cielo despejado con una
confianza = al 95% sobre tierra o lagos (Wan, 2009). La tabla 2-3, muestra el porcentaje
de pixeles de los productos de LST MODIS que cumplen con los parametros

establecidos en la cuenca del rio Paute.
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Figura 2- 3 Bandas 31y 32 de MODIS Terra. Fecha : Febrero 2014
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Tabla 2- 3 Porcentaje de pixeles que cumplen con los parametros establecidos por MODIS en los productos de LST Terra y Aqua
mensuales

Fecha Terradiurna Terranocturna Aquadiurna Agua nocturna Fecha Terradiurna Terranocturna Aquadiurna Aquanocturna
01/01/2014 100.00 100.00 99.52 100.00 01/01/2016 100.00 100.00 100.00 100.00
01/02/2014 99.04 100.00 100.00 99.04 01/02/2016 95.69 99.04 91.39 100.00
01/03/2014 98.56 100.00 99.04 100.00 01/03/2016 100.00 100.00 89.95 100.00
01/04/2014 86.12 100.00 99.52 100.00 01/04/2016 100.00 100.00 100.00 100.00
01/05/2014 100.00 100.00 100.00 100.00 01/05/2016 100.00 100.00 100.00 100.00
01/06/2014 95.69 100.00 95.69 100.00 01/06/2016 100.00 100.00 97.61 100.00
01/07/2014 100.00 100.00 100.00 100.00 01/07/2016 100.00 100.00 91.39 100.00
01/08/2014 100.00 100.00 100.00 100.00 01/08/2016 100.00 100.00 100.00 100.00
01/09/2014 100.00 100.00 100.00 100.00 01/09/2016 100.00 100.00 100.00 100.00
01/10/2014 100.00 100.00 99.04 100.00 01/10/2016 100.00 100.00 100.00 100.00
01/11/2014 100.00 100.00 100.00 100.00 01/11/2016 100.00 100.00 100.00 100.00
01/12/2014 100.00 100.00 99.52 100.00 01/12/2016 100.00 100.00 100.00 100.00
01/01/2015 99.52 100.00 99.52 100.00 01/01/2017 100.00 100.00 100.00 100.00
01/02/2015 99.52 100.00 94.26 100.00 01/02/2017 100.00 100.00 92.34 100.00
01/03/2015 98.56 100.00 92.34 100.00 01/03/2017 99.04 100.00 84.69 99.04
01/04/2015 87.56 100.00 91.39 100.00 01/04/2017 95.22 100.00 95.22 100.00
01/05/2015 99.04 100.00 94.74 100.00 01/05/2017 100.00 100.00 97.61 100.00
01/06/2015 98.09 100.00 97.61 100.00 01/06/2017 100.00 100.00 100.00 100.00
01/07/2015 100.00 100.00 100.00 100.00 01/07/2017 100.00 100.00 100.00 100.00
01/08/2015 100.00 100.00 100.00 100.00 01/08/2017 100.00 100.00 100.00 100.00
01/09/2015 100.00 100.00 100.00 100.00 01/09/2017 100.00 100.00 100.00 100.00
01/10/2015 100.00 100.00 97.13 100.00 01/10/2017 100.00 100.00 100.00 100.00
01/11/2015 100.00 100.00 100.00 100.00 01/11/2017 100.00 100.00 100.00 100.00
01/12/2015 100.00 100.00 100.00 100.00 01/12/2017 100.00 100.00 100.00 100.00




El modelo de elevacion digital (DEM) de ASTER tiene una resolucion espacial de
aproximadamente 30 m en el ecuador. La metodologia para producir el ASTER GDEM
(2011) implica generar una escena individual, eliminar pixeles nublados (enmascaramiento
de nubes), apilar todos los DEM seleccionados en la nube, eliminar valores residuales y
valores atipicos incorrectos, promediar datos seleccionados para crear valores finales de
pixeles y luego corregir anomalias residuales. La escena del modelo de elevacion digital
se descarg6 en formato GeoTIFF y la imagen se proyecté en WGS 84 UTM zona 17S. La

figura 2-4 presenta la distribucién de la altitud en la cuenca del Rio Paute
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Figura 2- 4. Histograma de los datos del DEM en la Cuenca del Paute

2.3 Reprocesamiento de los datos

Para los productos MODIS, se utilizé la herramienta de re proyeccion de MODIS (MRT),
para transformar de formato HDF a GeoTIFF y pasar de una proyeccion Sinusoidal a UTM
(84 UTM zona 17S). Se eliminaron los pixeles que no se encuentran entre los rangos
establecidos de los productos LST (entre 7500 y - 65535 niveles digitales) y se
multiplicaron por su factor de escala (Wan, 2009; Didan et al., 2015)( Ecuacion 13).
LST(°C) =0.02 * DN — 273.15 (13)
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Donde:

DN: Niveles Digitales
Los pixeles sin informacién fueron completados mediante interpolacion bilineal, usando el
promedio de una ventana de 3x3. Los 4 productos mensuales de LST fueron promediados
para obtener una imagen con el promedio mensual. Los productos LST y el DEM ASTER
fueron re muestreados mediante interpolacién bilineal a una resolucion de 0.0045 grados
(aproximadamente 500m). Ademas, a partir de esto, se extrajo las coordenadas de
ubicacién de cada uno de los pixeles pertenecientes a la cuenca del rio Paute y se creé un

raster que indica la latitud y otro que indica la longitud.

2.4 Metodologia

En esta investigacion se utilizaron 5 modelos para estimar la temperatura del aire mensual.
La figura 2-5 muestra el esquema metodolégico aplicado que comprende de 7 fases
principales: 1) pre procesamiento de las variables auxiliares (indicada en la anterior
seccién), 2) analisis exploratorio de las relaciones de las variables auxiliares con la
temperatura del aire, 3) seleccién de las variables auxiliares para cada uno de los meses
de estudio y para cada uno de los modelos utilizados (regresion lineal mdaltiple y regresion
de bosques aleatorios), 4) evaluaciéon de la exactitud de las estimaciones a partir de los
resultados de la validacion cruzada, 5) generacion de mapas de temperatura del aire
mensual y andlisis visual de su distribucion espacial, 6)evaluacién de la autocorrelacién
espacial de los residuos de las estimaciones de las regresiones, 7) evaluacion de la

exactitud de regresidn Kriging y comparacion con sus modelos correspondientes.
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Figura 2- 5. Flujograma de trabajo

2.4.1 Relacion ente variables auxiliares y temperatura del aire

Como analisis exploratorio de las variables auxiliares utilizadas en este estudio, se evalud
la relacion de LST, altitud, latitud y longitud con la temperatura del aire en cada uno de los

meses utilizando correlacién de Pearson (r).

Este estadistico permite cuantificar la relacién lineal entre dos o mas variables. Sus valores
varian entre +1 y -1, siendo +1 una correlacion positiva perfecta y -1 una correlacion

negativa perfecta. Segun su puntuacién se puede establecer cualitativamente: un valor 0
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= relaciéon nula, un valor 0.1= relacion pequefia, un valor 0.3= relacién mediana, un valor

0.5=relacion moderada, un valor 0.7= relacion alta, y un valor 0.9 = relacién muy alta.

2.4.2 Modelos

Para estimar la temperatura del aire se tuvieron en cuenta 5 modelos de regresion, en los
cuales se utilizaron variables auxiliares o independientes como: altitud, LST, longitud y
latitud. Estos modelos son:

Basados en la altitud.

- RL. Regresion lineal, con datos de temperatura del aire (Ta) como variable
dependiente y altitud como variable independiente.

- RF. Regresion de bosques aleatorios, con datos de Ta como variable dependiente
y altitud como variable independiente

Basados en variables auxiliares (altitud, LST, longitud, latitud)

- RL-var. auxiliares. Regresion lineal, con datos de Ta como variable dependiente y
altitud, LST, longitud y latitud como variables independientes.

- RF-var. auxiliares. Regresion de bosques aleatorios, con datos de Ta como
variable dependiente y altitud, LST, longitud y latitud como variables
independientes.

- Basados en la autocorrelacion de los residuos. Regresion Kriging

- RK. Modelos de regresiéon + Kriging ordinario de los residuos de los modelos de

regresion

2.4.3 Regresion Lineal

Es uno de los modelos estadisticos mas utilizados para estimar el Ta como se
puede observar en (Tabla 1-2). Para la seleccién de variables auxiliares o independientes,
se aplicé el método paso a paso (stepwise), el cual a partir de criterios matematicos decide
cuales de las variables auxiliares contribuyen significativamente al modelo. Dentro de este
método se selecciond la estrategia de seleccion de variables auxiliares hacia detras
(backward), en donde el modelo inicia con todas las variables auxiliares, y va eliminando
una por una. Si el modelo mejora con la eliminaciéon de esa variable, esta es excluida en

el modelo final. Asi se logra evaluar cada una de las variables en presencia de las otras.
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El pardmetro Akaike (AIC) que es una medida de la calidad relativa de un modelo
estadistico para un conjunto dado de datos, fue utilizado para determinar si el modelo
mejora 0 empeora con la extraccion de las variables. Este método tiende a ser muy
restrictivo en incorporar predictores, y se basa en la entropia de informacion. Ademas, se
evalud la multicolinealidad mediante el factor de inflacién de varianza (VIF). Donde R? se
obtiene de la regresion de la variable auxiliar sobre las otras (Ecuacion 10). Cuando los
VIF alcanza un valor mayor a 5 se determina que existe colinealidad entre una variable
auxiliar y otra u otras. Ademas, se evalu6 que la correlaciéon entre las variables auxiliares
no seamayor a 0.7, y siguiendo los parametros de regresién lineal que sus residuos tengan

una distribucién normal.

1 (20)
=3

Para la construccién del algoritmo de regresion lineal, se utilizé principalmente la libreria

stats del lenguaje de programacion r.

2.4.4 Regresion de bosques aleatorios

La regresion de bosques aleatorios es un modelo de aprendizaje automético y no
parameétrico propuesto por Breiman (2001), donde cada &rbol se entrena en un subconjunto
aleatorio de los datos de entrenamiento y cada divisién en cada arbol se determina usando
una submuestra aleatoria de los predictores disponibles. Tres parametros requieren
optimizacion: (1) el nimero de arboles de regresion basado en una muestra inicial de
observaciones (ntree), (2) el nimero de predictores probados en cada nodo (mtry) y (3) el

tamafio minimo de nodo terminal de los arboles (nodosize).

En esta investigacion, los parametros optimizados fueron: ntree = 500; mtry = 3; y nodeize
= 1. Para determinar las variables auxiliares en los modelos, se utilizaron las primeras tres
variables que contribuyen positivamente a cada modelo en funcion del % IncMSE. Este

estadistico permite conocer cuanto disminuye la exactitud del modelo si se deja afuera una
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de las variables auxiliares. Estos parametros de optimizacion se aplicaron para cada mes

utilizando la libreria randomForest del lenguaje de programacion r.

2.4.5 Regresion Kriging

Regresion Kriging se utiliz6 como método de correccion de los residuos de las regresiones.
Para ello se evaluaron los meses que presentaron autocorrelacion espacial en los residuos
de los modelos, y sélo se aplicé regresion Kriging ante la presencia de esta. Esta seleccion
se realiz6 a partir de la generacion de semivariogramas experimentales para cada mes. A
través de una inspeccion visual se determino la existencia de autocorrelacién espacial y la

pertinencia de ajustar a un variograma teorico.

El semivariograma experimental es un grafico que muestra como la mitad de la diferencia
al cuadrado entre valores muestreados cambian con la distancia entre los pares de puntos

(Heng, 2007). Se expresa con la siguiente ecuacion (Ecuacién 10):

Y (z(s;) — z(s; + h))? (10)
2

y(h) =

Donde z(s;) es el valor de una variable objetivo en alguna ubicacion muestreaday z(s; + h)
es el valor del vecino a la distancia s;+ h. En el caso de la dependencia espacial positiva,
si h es pequefio, los valores de dicha realizacion son muy parecidos y se obtiene un valor
y'(h) también muy pequefo. Mientras aumenta h, también aumenta y’(h), debido a que al
incrementarse la distancia entre localizaciones los valores se vuelven mas diferentes.
Cuando estas distancias son los suficientemente grandes, se pierde la auto correlaciéon

existente (Lorenzo et al. 2008).

En los meses que se detectd autocorrelacion espacial se ajustaron modelos te6ricos con
base en el semivariograma experimental a través del método de ajuste de minimos
cuadrados ordinarios. Los modelos teoricos evaluados son: esférico, exponencial,
gaussiano y matern. Para la validacion del ajuste del semivariograma se utiliz6 el método
de validacién cruzada, y se selecciond el modelo que posee la suma de cuadrados

residuales mas pequefio. La suma del modelo de regresién y la interpolacién de Kriging
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ordinario nos da como resultado regresion Kriging. La libreria automap se aplicé para
generar el semivariograma, para el proceso de interpolacion se utilizé la libreria gstats;

ambas pertenecen al lenguaje de programacion r.

2.4.6 Validacion cruzada

Para evaluar el rendimiento de los modelos se aplic6 el método de validacién cruzada
dejando uno afuera (LOOCYV), en este caso se dividi6 los datos en k muestras (k = nUmero
total de estaciones meteoroldgicas), y luego las muestras se eliminaron una por una. Los
modelos se calibraron k veces usando todas las k muestras, excepto la omitida, la cual es
utilizada para la prediccion. A partir de esto se utilizaron los estadisticos: Error cuadratico
medio (RMSE), porcentaje de sesgo (P-bias), y correlacion de Pearson (r). En donde S =

Valores estimados, O =Valores observados y N = Numero de observaciones.

Error cuadratico medio (RMSE)
Es un estadistico que permite medir la cantidad de error entre los valores predichos por un
modelo y los valores observados, indicando el ajuste absoluto del modelo a los datos. El
RMSE siempre presenta valores positivos. Un valor 0 indica un ajuste perfecto del modelo
a los datos. Mientras mas bajos sean los valores de RMSE se indica un mejor ajuste

(Ecuacion 12).

(12)

ElI RMSE es una buena medida de la exactitud con la que el modelo predice la respuesta,
y €S un criterio importante para generar comparaciones entre modelos cuyos errores se

miden en las mismas unidades.

Porcentaje de Sesgo (P-Bias)
Es un estadistico que proporciona informacion sobre la tendencia del modelo a
sobreestimar o subestimar una variable, permitiendo cuantificar el error sistematico del

modelo.
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El valor 6ptimo de P-Bias es 0. Los valores positivos indican sesgo de sobreestimacion,
mientras que los valores negativos indican sesgo de subestimacion. Valores mas
pequefios indican mayor exactitud en el modelo (Ecuacion 13)

(S —0) (13)

P — Bias = 100
.0

Correlacion de Pearson (r)

Permite cuantificar la relacion lineal entre la variable predicha y la observada. (Ecuacion
14)

NES*0)—(EZSHE0) (14)
VIN X852 — (X S)?][N X 02 — (X 0)?]

2.4.7 Cbdigo

El codigo fue desarrollado en el lenguaje de programacion R. En el anexo A se presenta
todo el procedimiento que se realizé en este trabajo. El algoritmo cuenta con las funciones
de validacién cruzada de regresion lineal, regresion de bosques aleatorios y regresion
Kriging.

Ademas, el «cbédigo se encuentra en el siguiente repositorio digital:
https://figshare.com/s/e995501250f3897e7357. Aunque este fue  desarrollado
originalmente con datos de temperatura del aire obtenidos de las estaciones
meteorologicas pertenecientes a las diferentes instituciones (CELEC-hidropaute, INER,
SENAGUA y ETAPA), dadas las restricciones de publicacion de datos, estos no pudieron
ser liberados. Por lo cual, se gener6 un conjunto de datos aleatorios de 28 puntos extraidos
de los mapas de temperatura del aire (variables auxiliares de RF) obtenidos de este
estudio, como parte ilustrativa de los procedimientos aplicados. A pesar de no mostrar los
resultados de este trabajo, se presenta los procedimientos realizados, los cuales puedan

ser de utilidad para otros estudios.



3. Resultados

3.1 Correlacion

Para la seleccién de las variables auxiliares en los modelos de regresion lineal multiple se
evalud sus relaciones con la temperatura del aire mensual en los 48 meses utilizando
correlacion de Pearson. De forma general, y tal como era esperado, se obtuvo que la
variable altitud tiene una fuerte correlacion negativa (r mediana = -0.84), las variables LST
(r mediana= 0.69), y longitud (r mediana = 0.67) tienen una fuerte correlacion positiva,

mientras que la latitud tiene una débil correlacion positiva (r mediana = 0.24) (Figura 3-1)

La correlacién entre la temperatura del aire y la altitud se mantiene relativamente constante
en los 48 meses (desde enero 2014 hasta diciembre 2017), sin embargo; las otras
variables explicativas presentan una mayor dispersion en los resultados de correlacion.
Debido a esto, las variables se seleccionaron de manera independiente para la generacion
de los modelos de regresion para cada mes en particular (Figura 3-1) (Ver las correlaciones

de cada mes en anexo B).
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Figura 3- 1Correlaciones entre las variables auxiliares con la temperatura del aire
mensual del periodo 2014-2017

3.2 Seleccién de variables auxiliares

3.2.1 Regresion lineal multiple

A continuacién, se presenta como ejemplo de evaluacién de las variables explicativas para
la fecha febrero 2017. Segun AIC, se parte de un valor de 9.6 usando todas las variables;
cuando se elimina la variable latitud, el valor AIC se reduce a 7.69; y por ultimo cuando se
elimina la variable longitud, el valor AIC disminuye a 6.28. Es decir, la presencia de las

variables altitud y LST permiten generar el mejor ajuste del modelo a los datos.

Segun la correlacién, la variable latitud tiene una relacion muy débil con Ta por lo cual es
excluida, y aunque la variable longitud tiene una correlacion fuerte con Ta, existe
colinealidad con la variable altitud (r = -0.81), no aportando una fuerza explicativa al
modelo. Por ultimo, el valor VIF entre las variables altitud y LST fue menor a 5, por lo cual
el modelo de regresion no se ve afectado por la colinealidad de las variables predictoras

(Ver resultados de la seleccion de las variables y VIF para cada mes en el anexo C).

Los siguientes resultados, ilustran la seleccion de variables auxiliares para el mes de
febrero del 2017
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#Step
Start: AIC=9.66

temp ~ LST + latitud + Tongitud +

Df Sum of Sq
0.0287
0.6163

[y

- latitud
- longitud 1

<none>

- LST 1 2.7469
- altitud 1 3.4243

Step: AIC=7.68
temp ~ LST + longitud +

Df Sum of Sq
- Tongitud 1 0.5929
<none>
- LST 1 2.9084
- altitud 1 3.4110

Step: AIC=6.28
temp ~ LST + altitud

Df Sum of Sq
<none>

#correlacion de Pearson

temperatura
temperatura 1.00000000
altitud -0.87259908
LST 0.60426364
Tongitud 0.65306592
Tatitud 0.08040392

#VIF
LST altitud
1.39074 1.39074

.687
.275
.658
.405 1
.083 1

RSS

[@XaRto)o LN

altitud

23.
22.
25.
26.

-0.
.0000000
-0.
-0.
-0.

RSS

280 6.2
687 7.6
596 8.4
098 8.9

RSS
23.280
- LST 1 3.088 26.368
- altitud 1 46.888 70.168 2

.2
.1
.6

ONO

altitud
8725991

5300548
8052252
1700607

altitud

AIC

.6849
.2730
.6557
.2876
.8928

AIC

782
849
592
065

AIC

782
431
542

LST
0.6042636 O.
-0.5300548 -0.
1.0000000 O.
0.0364578 1.
-0.2226090 O.

#Distribucién normal de los residuos.

Shapiro-wilk normality test

p-value = 0.0717

De la evaluacién paso a paso de la regresion lineal multiple, la altitud y LST fueron las
variables mas efectivas en las estimaciones, siendo utilizadas en 35 y 29 meses
respectivamente (Tabla 3-1). La combinacion de las variables altitud y LST fue la mas
repetida en las estimaciones, siendo utilizada en 14 meses. En 13 meses el uso de

variables auxiliares no fue pertinente, por cual se generaron estimaciones utilizando

solamente la altitud.

Tongitud Tlatitud
65306592 0.08040392
80522525 -0.17006068
03645780 -0.22260903
00000000 0.34898333
34898333 1.00000000
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Tabla 3- 1 Lista de modelos de regresion lineal a partir de la evaluacién de variables
auxiliares

Variables auxiliares Numero de meses

Altitud 13
altitud + LST 14
altitud + longitud 1
altitud + latitud 1
altitud + LST + longitud 1
altitud + LST + latitud 1
altitud + longitud + latitud 4
LST + longitud 11
LST + longitud + latitud 2

3.2.2 Regresion de bosques aleatorios

Por otro lado, para determinar las variables explicatorias en los modelos de regresion de
bosques aleatorios, se escogieron las 3 primeras variables que influyen en el modelo

positivamente, usando el porcentaje de aumento del error cuadréatico medio (% IncMSE).

En el caso del mes febrero 2017, se observa que la variable altitud es el predictor mas
importante del modelo de regresién con un valor de % IncMSE igual a 17.104, seguido por
LST con un valor de %IncMSE igual a 11.120, y longitud con un %IncMSE de 8.502. En el
caso de la variable latitud se observa que genera incertidumbre en el modelo. La Figura 3-
2 muestra el %IncMSE de las variables explicatorias para febrero 2017. (Ver resultados

del %IncMSE para cada uno de los meses en el anexo D)
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Figura 3- 2. Seleccién de variables en los modelos de regresion de bosques aleatorios

En los 48 meses analizados, la altitud es la variable auxiliar mas importante en la
estimacién de la temperatura del aire cuando se aplica regresion de bosques aleatorios,
siendo seleccionada en todos los 48 meses y teniendo el valor %IncMSE mas alto en todos
ellos. La variable latitud fue la variable menos en los modelos (solo en 8 meses). La

combinacion de la altitud, LST y longitud fue utilizada en 40 meses (tabla 3-2).

Tabla 3- 2. Lista de modelos de regresion de bosques aleatorios a partir de la evaluacion
de variables auxiliares

Variables auxiliares NUumero de meses
Altitud + LST + longitud 37
Altitud + LST + latitud 5
Altitud + longitud + LST 3
Altitud + latitud + LST 2
Altitud + latitud + longitud 1

TOTAL 48

3.3 Evaluacion de los modelos de regresion

Se utilizé validacion cruzada para comparar los modelos de regresion y el uso de la altitud

versus las variables auxiliares en la estimacién de la temperatura del aire. Se obtuvieron
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los resultados de la figura 3-3 y la tabla 3-3 en base a las medianas y el rango intercuartil
(IQR) de los 48 meses estimados para cada modelo (Ver resultados de los estadisticos

para cada mes en anexo E, F, G).

Todas las métricas mejoran con el uso de bosques aleatorios en comparacion con
regresion lineal, y a su vez, mejoran con el uso de variables auxiliares. A pesar de que el
uso de variables auxiliares permitié reducir ligeramente el valor del RMSE en los modelos
de regresion lineal y bosques aleatorio, a través de la observacion de los intervalos de
confianza de la figura 3-3 se constata que no existe diferencias significativas entre los
modelos que utilizan solo la altitud. EI modelo de regresién con el que se obtuvo un RMSE
mas bajo, y al mismo tiempo menos disperso fue bosques aleatorios con variables

auxiliares (figura 3-3, tabla 3-3).

Para el P-Bias, en todos los modelos las medianas son muy préximas a cero, por lo cual
existe exactitud en las estimaciones. Segun las medianas de los modelos, regresion lineal
tiende a subestimar y bosques aleatorios a sobreestimar. Los resultados de correlacion
muestran que el uso de variables auxiliares aumentd su valor, aunque sin diferencias

significativas.

En la comparacion entre los modelos de regresion, se observé que tanto la regresion lineal
con altitud y la regresiébn lineal con variables auxiliares, fueron superadas
significativamente por la regresion de bosques aleatorios con altitud y variables auxiliares
respectivamente. El modelo de regresion con el mejor rendimiento fue el de bosques

aleatorios con variables auxiliares (figura 3-3, tabla 3-3).
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Figura 3- 3. Comparativas de los estadisticos de la validacion cruzada de los modelos

Tabla 3- 3. Estadisticos de la validacién cruzada de los modelos

RMSE (°C) P-Bias (%) R
Variables Modelo Mediana IQR Mediana IQR Mediana IQR
] LR 1.325 0.315 -0.150 1.125 0.775 0.063
Alltud RF 1.235 0.193 0.200 0.625 0.810 0.078
Aux. LR 1.265 0.340 0.000 1.200 0.795 0.080
variables RF 1.205 0.155 0.400 0.800 0.820 0.070

Tomando como referencia el RMSE, se determiné el mejor modelo para la estimaciéon de

la temperatura del aire para cada mes. La tabla 3-4 muestra el nimero de meses en el que

estima de mejor manera cada modelo. Se observa que tanto para los modelos que utilizan

la altitud y variables auxiliares, la regresion de bosques aleatorios fue superior, siendo

utilizado en 35 meses tanto en LR y RF, existiendo en los dos casos mas 70% de los meses

del periodo de estudio. El uso de variables auxiliares aumentd el uso de regresion lineal

en dos meses.
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Tabla 3- 4. Numero de meses estimados por cada modelo.

Variables Modelo NUmero de meses %
LR 13 27.1
Altitud
RF 35 72.9
var. LR 13 271
auxiliares RE 35 72.9

3.4 Distribucion espacial de los estadisticos

Para el RMSE, en todos los modelos existe un patrén similar de distribucion del estadistico;

el valor mas alto se encuentra hacia el este en la estacion meteorolégica de Méndez,

siendo la mas dispersa con el punto de registro de menor altimetria de la cuenca

hidrografica. Los valores disminuyen hacia la zona del valle interandino, en donde se

encuentra la mayor concentracion de estaciones meteoroldégicas. Se presenta una

disminucion del RMSE en la estacion de Méndez en los modelos de regresion de bosques

aleatorios. (Figura 3-4) (Ver resultados de los estadisticos para cada estacion en los

anexos H, I, J)
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Figura 3- 4. Distribucion espacial del RMSE (°C)

Para el P-Bias, se observa que los valores mas bajos se encuentran hacia el valle
interandino presentandose una zona de sobreestimacion, los valores aumentan hacia las
periferias de la cuenca hidrogréfica existiendo en su mayoria subestimaciones. Existe un
patrén similar del P-Bias en los modelos a diferencia de la zona este, en donde el uso de
regresion lineal tiende a subestimar y la regresion de bosques aleatorios a sobreestimar.

El uso de variables auxiliares no generd una reduccion significativa del P-Bias (figura 3-5).
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Figura 3- 5. Distribucion espacial del Pbias (%)

Los valores mas altos de r se encuentran hacia el valle interandino, en el caso de los
modelos de regresion de bosques aleatorios los valores presentan un rango de dispersion
muy bajo, disminuyendo ligeramente r hacia la zona periférica de la cuenca hidrogréafica.
En el caso de los modelos de regresion lineal, en la estacion de Méndez y Llaviucu, se
observan valores negativos de correlacion proporcionando cierta incertidumbre en la
generacion de los modelos. No se observa una mejora significativa en el uso de variables

auxiliares en los modelos (figura 3-6).
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3.5 Distribucion espacial de la temperatura del aire

mensual

Se generaron mapas de distribucion espacial de la Ta para cada mes (Ver anexo K, L, M,

N). Aungue todos los modelos mostraron el mismo patrén general de distribucién de la Ta

en la cuenca del rio Paute, su suavizado presentd algunas diferencias. La Figura 3-7

muestra como ejemplo de los 4 modelos de regresion utilizados para febrero del 2015. Los

valores de Ta mas bajos se encontraron en las &reas dominadas por ecosistemas paramo

(al noreste, el Parque Nacional El Cajas y al noroeste el Parque Nacional Sangay), que

son las zonas con mayor altimetria de la cuenca. La Ta aumenté gradualmente hacia los
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ecosistemas de bosque montano hasta llegar al valle interandino, que es el area central
de la cuenca del rio dominada por areas agricolas y la ciudad de Cuenca. Al noreste de la
cuenca, se encontraba el area con la Ta mas alta, siendo el punto altitudinal mas bajo del

area de estudio y perteneciente a la Cordillera oriental (Figura 3-7).

El suavizado de los cuatro modelos muestra algunas caracteristicas Unicas. Los mapas de
los modelos de regresion lineal mostraron cambios espacialmente mas graduales en la
temperatura del aire en comparacion con los mapas de los modelos de bosques aleatorios.
En el modelo de regresion lineal basado en la altitud (Figura 3-7a), el patrén marcado por
el modelo de elevacion digital fue muy evidente. En el modelo de regresion de bosque
aleatorios basado en la altitud (Figura 3-7c), la temperatura del aire variaba minimamente
a elevaciones superiores a 3000 metros. El modelo lineal basado en variables auxiliares
mostro los valores mas bajos hacia los paramos y los valores aumentaron hacia la zona
oeste y el valle interandino (Figura 3-7b). En el modelo de bosque aleatorio de regresion
con variables auxiliares, el mapa mostré que los paramos que se encuentran hacia el oeste
presentaban valores mas bajos de temperatura del aire que los paramos que se
encuentran hacia el este (Figura 3-7d). Los resultados de la validacién cruzada de los
modelos de regresion del ejemplo de enero de 2017 fueron: LR-altitud RMSE =1.31°C, r
= 0.81, pbias = -0.3%; LR-aux. variables RMSE = 1.27 ° C, r = 0.82, pbias = -0.4%; RF-
altitud RMSE = 1.23 ° C, r = 0.83, pbias = 0%; RF-aux. variables RMSE = 1.19° C, r =
0.84, pbias = 0.3%).
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Figura 3- 7. Distribucion espacial de la temperatura del aire (°C) en el mes enero del 2017
usando los diferentes modelos y con altitud, LST y longitud como variables auxiliares. a)
LR-altitud, b) LR-var. auxiliares, ¢) RF-altitud, d) RF-var. auxiliares.

3.6 Regresion Kriging. Autocorrelacion de los
residuos

Se evalué la presencia de autocorrelacion espacial en los residuos de los modelos de
regresion para la aplicacion de regresion Kriging, mediante la generacion de
semivariogramas. Se generé un semivariograma experimental para cada mes. A partir de
una inspeccién visual se determind la existencia de autocorrelacién espacial y la
pertinencia de generar el variograma tedérico. La figura 3-8a muestra la ausencia de
autocorrelacién espacial en los residuos de la regresion lineal del mes febrero del 2017.
Sin embargo, la figura 3-8b muestra la existencia de autocorrelacion espacial positiva en

la regresion lineal del mes octubre del 2014. Se observa que cuando la distancia es
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pequefia, los valores de la realizacion son muy parecidos y se obtiene valores de
semivarianza pequefos; en tanto aumenta la distancia, también aumenta la semivarianza,
es decir los valores se vuelven diferentes, llegando a estabilizarse hasta perder la

dependencia espacial. En este caso, se utilizd un modelo Gaussiano para el ajuste.
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Figura 3- 8 Analisis de autocorrelacién espacial de los residuos. a) semivariograma de los
residuos de la regresion lineal multiple de febrero 2017, b) semivariograma de los residuos
de la regresion lineal multiple de octubre 2014

El uso de variables auxiliares en los modelos aument6 el nimero de meses con presencia
de autocorrelacion espacial en los residuos (tabla 3-5). Los modelos de regresion de
bosque aleatorios presentan un nimero reducido de meses con autocorrelacion espacial,
existiendo tan solo 2 meses cuando se utiliza la altitud. El modelo de regresion lineal con

variables auxiliares presentd el mayor numero de meses con autocorrelacion.

Tabla 3- 5. Numero de meses con autocorrelacion espacial

Variables Modelos Numero de meses %

Altitud LR 17 354
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RF 2 4.2
Var. LR 23 47.9
auxiliares RF 5 104

En la figura 3-9 se ilustran los pasos para la generaciéon de regresiéon Kriging en el
mes febrero del 2015 usando regresion lineal con variables auxiliares. La
interpolacién de los residuos permitié aumentar los valores de temperatura en la
zona del valle interandino. En cambio, hacia el noreste y sureste, zonas
predominadas por paramo de herbazal, los valores de temperatura disminuyeron.
De igual manera, los valores de temperatura disminuyeron hacia el sureste de la

cuenca hidrografica.
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Figura 3- 9. Estimacion de la temperatura del aire (°C) usando regresion Kriging. Octubre
2014. a) RL-var. auxiliares, b) Kriging ordinario de los residuos de la regresion lineal, c)
regresion Kriging (a+b).

Los resultados de la validacion cruzada de la regresién Kriging en los meses donde existio
autocorrelacion, se comparé con los modelos de regresion. Segun el RMSE y r existe una
mejora en las estimaciones en todos los modelos cuando resulté posible la aplicacion de
regresion Kriging. Los valores del P-BIAS en los modelos de regresion Kriging tienden de

igual manera a aproximarse a 0 por lo cual no existe subestimacién o sobre estimaciéon
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relevantes. Los modelos de regresion Kriging usando bosques aleatorios y variables

auxiliares obtuvo los mejores resultados en RMSE y en r (Tabla 3-6).

Tabla 3- 6. Comparacion de los estadisticos en los modelos de regresion y regresion

Kriging.
RMSE (°C) P-Bias (%) r

Variables Modelos Mediana IQOR Mediana IQR Mediana IQR
LR 1580 0240 0000 1.000 0760  0.040
LR-kriging 1540 0250 1.100 1100 0.810  0.003

Altitude

RE 1235 0035 0600 0000 0775 0.015
RF-kriging ~ 1.175  0.085 0.100 0200 0.800  0.000
LR 1390 0385 0000 1.200 0760  0.060
Aux LR-kriging 1320 0385 0700 1.600 0.810  0.040
variables RE 1150 0040 0800 0040 0.810  0.040
RF-kriging ~ 1.140  0.040 -0.100 0.040 0.830  0.040




4.Discusiones

En este capitulo se discuten las preguntas de investigacion planteadas, ademas se

mencionan las ventajas y limitaciones de la investigacién y los aportes de este trabajo.

Pregunta 1: ¢ Es posible estimar adecuadamente la distribucion espacial de la temperatura
del aire mensual, en la Cuenca del rio Paute, mediante modelos de regresion lineal y
regresion de bosques aleatorios, apoyados (teniendo en cuenta) en el uso de variables

auxiliares provenientes de sensores remotos?

A pesar del numero limitado de observaciones de temperatura del aire y su distribucion
desigual de acuerdo con el rango altitudinal (Figura 2-2), los modelos de regresion lineal y
de regresion de bosques aleatorios, con el uso de imagenes satelitales como variables
auxiliares, proporcionaron resultados aceptables para estimar la temperatura mensual del

aire en la cuenca del rio Paute.

Otros estudios presentan caracteristicas diferentes como: métodos de regresién aplicados,
variables auxiliares seleccionadas, niamero de registros in-situ, extension y ubicacion
geografica de la zona de estudio, dificultando una comparacion completa entre resultados.
Sin embargo, basandonos en los estadisticos de la validacion cruzada, se puede
mencionar que los métodos de regresion aplicados en este estudio obtuvieron valores (en
relacién a sus medianas) de RMSE entre 1.325 °C y 1.205 °C, muy similares y dentro de
los rangos obtenidos en otros estudios como: Benali et al. (2012) RMSE = 1.33 -1.83,
Emamifar & Akbar (2013) RMSE= 2.3 °C, Zheng et al. (2013) RMSE= 0.86 -1.1, Li et al.
(2019) RMSE =1.57 - 1.99 °C (Tabla 1-2). Ademas, los datos de correlacion muestran una
relacién aceptable entre los datos estimados y los de temperatura del aire medidos por
estaciones (r = entre 0.775 y 0.820), y el P-Bias indica que no existe sobrestimaciéon y

subestimaciones significativas en los mapas.
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La regresion de bosques aleatorios tuvo un rendimiento ligeramente mejor que la regresion
lineal segun la validacién cruzada, concordando con los resultados obtenidos por Xu et al.
(2012) y Meyer et al. (2016), con un mejor desempefio en méas del 70% de los meses (tabla
3-4). Esta mejora del rendimiento puede atribuirse a la capacidad de la regresion de
bosques aleatorios en manejar efectivamente relaciones no lineales y complejas, y la
capacidad de manejar variables auxiliares altamente correlacionadas (Yoo et al., 2020, Noi
et al., 2017), ademas de, su capacidad para usar una combinacion de cientos de arboles,
lo que permite tener mas oportunidades para encontrar el mejor ajuste del modelo
(Schneider dos Santos, 2020).

Tanto los modelos de regresidén lineal y bosques aleatorios mostraron patrones de
distribucién espacial similares en los estadisticos RMSE y P-Bias de la validacion cruzada
(figura 3-4, figura 3-5). Estos valores aumentaron en areas con escasas estaciones
meteoroldgicas, especificamente hacia el este de la cuenca donde solo hay una estacién
de monitoreo. Los valores de correlacién mostraron un patron similar al RMSE, a excepcion
de los modelos de bosques aleatorios que tenian valores relativamente constantes en toda
la regién de estudio (Figura 3-6). Estos resultados destacan la necesidad de aumentar el
numero de puntos de monitoreo, especialmente hacia el este. Ademas, la evaluacion de
sitios Optimos para la distribucion espacial de las estaciones debe tener en cuenta el

gradiente altitudinal de la cuenca.

Como se observa en el ejemplo de la figura 3-7 y los anexos J, K, L, M, a pesar de que
cada método tiene caracteristicas de suavizado diferentes, es evidente que la distribucion
espacial de la temperatura del aire en la Cuenca del rio Paute se ve influenciada
principalmente por la altimetria, correspondiendo a las zonas con menor temperatura como
los ecosistemas de paramo, aumentando la temperatura hacia los valles interandinos y
obteniendo los valores mas altos hacia la cordillera oriental. Sin embargo, a pesar de
conocer la distribucién espacial de cada uno de los meses estudiados, la serie temporal
analizada es corta y se encuentra un afio atipico por el fenémeno del nifio, es por eso que,
los patrones espaciales globales de la distribucion de la temperatura del aire en la zona de

estudio no se pudieron calcular.
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Pregunta 2: ¢ Ademas del uso de la altitud, la inclusién de otras variables auxiliares como
LST, latitud, longitud en los modelos de regresién, permiten mejorar las estimaciones de

la distribucion espacial de la temperatura del aire en la cuenca del rio Paute?

Varios estudios destacan el uso de productos LST para la estimacion de la temperatura
del aire. Sin embargo, el alto rendimiento se ha reflejado en areas urbanas (Chak et al.,
2014; Marzban et al., 2018) y en areas con peguefias variaciones altitudinales (Xu et al.,
2014; Meyer et al., 2016; Bahi, 2016; Janatian et al., 2017). En este caso, aunque los
modelos basados en variables auxiliares permitieron mejorar ligeramente el rendimiento
de las estimaciones en comparacion con los modelos basados solo en la altitud, los valores
de RMSE de la validacién cruzada no mostraron diferencias significativas (Tabla 3-3). A
pesar de esto, Mutiibwa et al. (2015) mencionan que, aungue en entornos con topografia
compleja las relaciones entre la temperatura del aire y LST disminuyen, esta variable
aporta informacion muy valiosa para la caracterizacion de patrones espacio-temporales,

gue la altitud no puede explicar.

Las variables latitud y longitud fueron menos relevantes para estimar la temperatura del
aire. Aunque estudios previos mencionan la importancia de utilizar estas variables,
aportando significativamente en las estimaciones (Benali et al., 2012; Zeng et al., 2015;

Yang et al., 2017), la influencia en zonas pequefias puede ser menor.

La altitud fue la variable mas utilizada y la mas influyente en el rendimiento de los modelos
basados en variables auxiliares. Esto se esperaba ya que, en areas con topografia
compleja, la altitud suele ser el factor principal que determina el patron espacial de la
temperatura del aire (Szymanowski et al., 2013; Kilimanjaro et al., 2015). La alta relacién
lineal entre estas dos variables, se ve reflejada en la figura 3-1, siendo constante durante

todos los meses analizados.

Pregunta 3. ¢ El uso de regresion Kriging como método de correccion de los errores de los
residuos en los modelos de regresion utilizados, permite mejorar las estimaciones de la

temperatura superficial del aire en la cuenca del rio Paute?

El nUmero de meses con residuos espacialmente autocorrelacionados fue reducido. La
generacién de semivariogramas mostré que en menos del 50 % de los meses en todos los

modelos de regresion se presencid autocorrelacion espacial en los residuos. Aunque
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estudios previos muestran que los modelos de regresidén kriging como interpoladores
espaciales generalmente funcionan mejor que sus modelos de regresion correspondientes
(Szymanowski et al., 2013; Geophysics, 2015; Chen et al., 2015), se cree que este
rendimiento depende de tener un alto nimero de observaciones, que a su vez es esencial
para capturar la variabilidad espacial, por lo cual no permitié tener resultados totalmente

satisfactorios en este estudio.

Bajo estas circunstancias, la aplicacion de regresion Kriging fue solo realizada en los
meses que se evidencié autocorrelacion espacial en los residuos (Figura 3-8). Dentro de
estos resultados se puede destacar que los modelos de regresion lineal presentaron mayor
namero de meses con autocorrelacion espacial. lgualmente, el uso de variables auxiliares
en los modelos aumentd el nimero de meses con presencia de autocorrelacion espacial
en los residuos (Tabla 3-5). En comparacibn con sus modelos de regresion
correspondientes, en estos meses, regresion Kriging mejoro ligeramente el rendimiento de
las estimaciones reduciendo el RMSE y aumentando los valores de correlacién, ademas,
el P-Bias fue cercano a cero, indicando que no existen sobrestimaciones o

subestimaciones significativas (Tabla 3-6).
Ventajas y limitaciones de este estudio.

El uso de imagenes satelitales de libre acceso en esta investigacion no Unicamente
permitié reducir los costos de adquisicion de datos, sino también permite que su analisis

sea reproducible a lo largo del tiempo.

La disponibilidad de los datos fue uno de las limitaciones en esta investigacion. A pesar de
ser la cuenca del Paute una de las cuencas hidrograficas con mayor densidad de
estaciones meteoroldgicas en el Ecuador, estas se encuentran manejadas por diferentes
instituciones publicas las cuales tienen registros en diferentes periodos de tiempo. Dentro
de la recopilacion de la informacién de temperatura del aire de las que se pudo acceder,
la serie de tiempo con mayor nimero de estaciones fue entre 2014-2017, esto impidi6
calcular los patrones globales de la distribucion de la temperatura del aire, en las cuales

se necesitan series temporales extensas.

Aunque la mayoria de los trabajos similares (Tabla 1-1) se han centrado en las

estimaciones diarias de la temperatura del aire, el uso de la variable LST en esta
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investigacion limité estimaciones en resoluciones temporales mayores a la mensual debido
gue, en areas tropicales como la del area de estudio, no es posible obtener series

temporales de imagenes diarias o instantaneas, sin una alta presencia de nubes.
Aportaciones de la investigacion

Los resultados obtenidos en esta investigacion demuestran que el empleo de regresion
lineal y regresion de bosques aleatorios son apropiados para estimar la temperatura del
aire en la zona de estudio a partir del uso de imagenes satelitales y datos in-situ. Creemos
gue puede ser replicado en areas con similares caracteristicas en la region, obteniendo

resultados igual de prometedores.

El uso de regresiéon Kriging no demuestra resultados satisfactorios en regiones con alta
variabilidad espacial y una red de monitorio escasa. Por lo cual no se recomienda su uso

cuando se presentan estas caracteristicas.

Siguiendo la filosofia de codigo abierto, todo el procedimiento metodolégico de esta
investigacion fue documentado en codigo R y subido en un repositorio digital para su
acceso libre. Creemos que esta puede ser una herramienta metodolégica util y replicable

para futuros trabajos.






5.Conclusiones

En este trabajo se estimé la distribucion espacial de la temperatura mensual del aire en la
cuenca del rio Paute utilizando modelos de regresién (regresion lineal, regresion de
bosques aleatorios y regresién Kriging) y evaluando el uso de altitud y otras variables
auxiliares (LST, latitud y longitud) entre el periodo enero 2014 y diciembre 1017. Ademas,

se proporciond una comparacion de los diferentes modelos y variables auxiliares.

Los modelos de regresibn mostraron una exactitud aceptable en comparacién con la
revision de la literatura, siendo la regresion de bosques aleatorios el modelo mas
prometedor. La altitud fue la variable mas robusta seguida de LST en los modelos de
regresion basados en variables auxiliares, aunque no hubo diferencias significativas entre
los modelos basados en la altitud y las variables auxiliares. Esto confirma que la

temperatura del aire en el area de estudio depende principalmente de la altitud.

Los analisis se realizaron utilizando un numero reducido de observaciones de temperatura
del aire in situ. Aumentar el nimero de observaciones es esencial para aumentar ain mas
la exactitud de las estimaciones. Las areas con mayor presencia de observaciones
mostraron el RMSE mas bajo y los valores mas altos de correlacion de Pearson. Ademas,
el aumento del nimero de observaciones es esencial para capturar la variabilidad espacial
de la variable que permite modelar el semivariograma cuando se utiliza regresion kriging.
Los resultados contribuyen a una mejor comprensién de la distribucion espacial de la
temperatura del aire en la cuenca del rio Paute, que desempefa un importante papel

ecoldgico en el sur de los Andes ecuatorianos, y el suministro de electricidad en el pais.

En trabajos futuros se debe centrar en la minimizacion del error, basado en la evaluacién

de otros métodos de estimacién y la exploracion de nuevas variables auxiliares. Las series
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de tiempo mas largas permitirian generar una visién sobre las tendencias y la prediccion

de la temperatura del aire a lo largo del tiempo en un contexto de cambio climético.
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A. Anexo: Algoritmo para la
estimacion de la temperatura del aire.

Acerca de este trabajo

Sobre los datos

Este script funciona con 4 archivos de datos.
e Unvector que contiene al &rea de estudio. En este caso, La cuenca del rio Paute
¢ Una matriz de datos con la sisguiente estructura:

o Variable dependiente (primera columna). En el ejemplo, usamos de manera
ilustrativa datos de temepratura del aire de 28 puntos aleatorios.

o Variables auxiliares (en las columnas 2—25): Incluimos la temperatura
superficial del suelo (productos MODIS LST), elevacion (ASTER GDEM),
latitud y longitud de cada estacion.

o Nombre y cédigo de los puntos (columna 6)

e Un rasterstack que contiene las variables auxiliares: En este ejemplo, el paquete
raster tiene una resolucion espacial de 500m (formato tiff)

e Un vector que contiene la ubicacion de los puntos
Notas

El script trabaja con datos estructurados como listas. La posicion de cada lista corresponde a
la fecha de los datos. Asi, la primera posicion en la lista corresponde a la primera fecha
analizada y asi sucesivamente. P.gj:[[1]]=2014-01-01, [[2]]=2014-02-01 ..... [[48]]1=2017-12-
01.

#Librarias

library (sp)
library (raster)

library (rgdal)
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library (ggplot2)
library (rgeos)
library (gstat)
library (hydroGOF)
library (lattice)
library (spatialEco)
library (latticeExtra)
library (automap)
library (caret)
library (rms)

library (caret)
library (randomForest)
library (hydroGOF)
library (automap)
library (gstat)
library (randomForest)
library (hydroGOF)
library (dplyr)
library (Metrics)
library (mapview)
library (knitr)
library (kableExtra)
library (sf)

library (Rmisc)
library (RColorBrewer)
library (rasterVis)
library (stringr)

#Cargar los datos

matriz datos <- get(load("matriz datos.Rdata"))

nombre estaciones <- readOGR ("nombre estaciones.shp")

ations

# Load data

cuenca paute <- readOGR("Cuenca RP 50k UTM WGS84.shp")

#meteorological st
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1. Analisis exploratorio

Esta seccién responde a la siguiente pregunta: ¢, Cudl es la relacion entre las variables
auxiliares y la temperatura del aire?

Evalla la relacién entre la temperatura del aire y las variables auxiliares mediante la
correlacion de Pearson.
cor <- lapply(l:length(matriz datos), function (i) {
cor <- cor (matriz datos[[i]])[1,-1]
return (cor)
})
cor <- as.data.frame (matrix (unlist (cor), ncol=4, byrow=T))

names (cor) <- c("Altitude", "LST", "Longitud", "Latitud")

boxplot (cor, ylab="r", xlab="Variables auxiliares", col="lightblued")

abline (h=0)

2. Seleccion de variables auxiliares

Regresion lineal maltiple

#regresidén lineal multiple incluyendo todas las variables

Im ta<- lapply(l:length (matriz datos), function (i)lm(formula = temperat

ura ~ . , data=matriz datos[[i]]))

#Stepwise-> AIC
m Im ta<- lapply(l:length(lm ta), function (i) step(lm tal[i]]))

#Extraer las variables seleccionadas por AIC

m Ilm ta <- lapply (l:length(m Im ta), function(i) Im(formula = m Ilm tall

i]][["terms"]], data = matriz datos[[i]]))

# Ejemplo de la seleccidn de las variables para enero del 2014
m Im taf[[1l]]

## Call:

## Im(formula = m 1lm ta[[i]][["terms"]], data = matriz datos[[i]])
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## Coefficients:

## (Intercept) altitud longitud latitud

## -4.454e+02 -3.376e-03 -3.179e-05 5.082e-05
# VIF

test vif <- lapply(c(1:7,9,11,14,25:27,29:38,40,43:47), function(i) car
::vif(m 1Im tal[[i]])) # no se consideran los meses en donde solo se selec
ciondé una variable

#Ejemplo: enero 2014
test vif[[1]]
## altitud longitud latitud

## 4.396833 4.749338 1.596318

#Distribucion normal de los residuos. Shapiro wilk test

residual distribution <- lapply(c(l:length(m 1lm ta)), function (i) shapi
ro.test(m Im ta[[i]]S$residuals))

# Ejemplo: enero 2014

residual distribution[[1]]

##

## Shapiro-Wilk normality test

##

## data: m Im ta[[i]]$residuals

## W = 0.95065, p-value = 0.3505

#Variables seleccionadas en regresion lineal multiple

var 1lm <- lapply(l:length(m 1lm ta), function(i) names(m 1lm ta[[i]]Scoeff
icients[-11))

var lm <- as.data.frame (table (sapply(var 1m,paste,collapse = " ")))
var_ 1lm <—var_lm[order(—var_lm$Freq),]

names (var_1lm) <- c("Variabes auxiliares", "Numero de meses")
#kable (var 1m) $>%

#kable styling (bootstrap options = "striped")

Regresion de bosque aleatorio

# Extraer las 3 primeras variables auxiliares que influyen de mejor mane
ra.



75

variables rf <- lapply(l:length(matriz datos), function (i) {
set.seed (2210)

rf <- randomForest (temperatura ~ altitud + 1lst +longitud +latitud, dat
a=matriz datos[[i]], importance = TRUE, mtry=3)

variables <- data.frame (RF = sort (importance(rf) [, "S$IncMSE"], decreas
ing = TRUE))

varl <- rownames (variables) [1]

var?2 <- rownames (variables) [2]

var3 <- rownames (variables) [3]

variables <- paste("temperatura ~", varl,"+", wvar2,"+",var3, sep=" ")

variables <- noquote (variables)

variables <- as.formula (variables)

return (variables)

})

var rf <- as.data.frame (table (sapply(variables rf,paste,collapse = " "))

)
names (var_rf) <- c("Auxiliary variables", "Number of months")

var rf$ Auxiliary variables ™ <- str sub(var rf$ Auxiliary variables’, 1
5)

var rf <- var rflorder(-var rf$ Number of months’),]
#kable (var rf) $>%
#kable styling (bootstrap options = "striped")

var rf

3. Validacioén cruzada

# transformar de una matriz de datos a spatial point

xy <- lapply(l:length(matriz datos), function (i) matriz datos[[i]][,c (4,5
) 1)

sp.ma <- lapply(l:length(matriz datos), function (i) SpatialPointsDataFram
e (coords = xy[[i]], data = matriz datos[[i]] ,projd4string = CRS("+proj=u
tm +zone=17 +south +datum=WGS84 +units=m +no defs +ellps=WGS84 +towgs84=
0,0,0")))

#Funcion de variogramas

##autocorrelacion espacial de los residuos. Semivariograms
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function variogram <- function(sp.ma, models) {
ma <- sp.ma
ma$residuals <- modelsS$Sresiduals
variogram <- autofitVariogram(residuals~1,ma)
return (variogram)

}

##Rregsion lineal. Semivariogramas

lr <- lapply (l:length(matriz datos), function(i) Im(formula = temperatu
ra ~ altitud, data = matriz datos([[i]]))

variograms lr <- lapply(l:length(sp.ma), function (i) function variogram(s
p.mal[i]],1r[[i]]))

#Regresion lineal multiple. Semivariogramas

variograms mlr <- lapply(l:length(sp.ma), function (i) function variogram (
sp.mal[il],m lm ta[[i]]))

# Funcion bosques aleatorios (temperatura-altitud)

## residuos RF

rf r <- lapply(l:length(variables rf), function (i) {
set.seed (2210)
rf <- randomForest (temperatura~altitud, data=matriz datos[[i]])
rfSresiduals <- rf$predicted-matriz datos[[i]]S$temperatura
return (rf)
})

variograms rf <- lapply(l:length(sp.ma), function (i) function variogram(s
p.mal[i]],zxf r[[i]]))

# autocorrelacion de los residuis. RF-variables auxiliares semivariogram
as

mrf r <- lapply(l:length(variables rf), function (i) {
set.seed (2210)
rf <- randomForest (variables rf[[i]], data=matriz datos[[i]], mtry=3)
rfSresiduals <- rf$predicted-matriz datos[[1]]S$temperatura
return (rf)
})

variograms mrf <- lapply(l:length(sp.ma),function(i) function variogram (
sp.mal[i]], mrf r[[i]]))
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# Validacion cruzada
#Funcion regresion lineal y regresion kriging
function 1lm rk cv <- function(mejor modelo, sp.ma) {
pred.rk.i<-c ()
predlm.i <- c()
pred.kriging.i <- c{()
resultados <- c()
for (i in l:nrow(sp.ma)) {
Im.i <- Im(mejor modelo, data = sp.ma@data[-1i,])
ma.i <- sp.mal[-1i,]
ma.i$residual <- 1lm.iSresiduals
variograma <- autofitVariogram(residual~1l,ma.1i)
kriging.i <- krige(residual~1l,ma.i, sp.ma[i,], variogramaSvar model)
pred.kriging.i[i] <- kriging.i@datas$varl.pred
predlm.i[i] <- predict(lm.i,sp.ma@datali,])
pred.rk.i <- predlm.i+ pred.kriging.i
resultados <- as.data.frame (cbind(predlm.i, pred.rk.i))
names (resultados) <- c("regresion lineal", "regresion kriging")
}

return (resultados)

#Regresion lineal multiple CV

resultados mlr cv <- lapply(l:length(sp.ma), function (i) function 1Im rk c

v(m_lm ta[[i]], sp.ma[[i]]))
#regresion lineal CV

resultados 1lr cv <- lapply(l:length(sp.ma), function(i) function 1Im rk cv
(Ir[[i]], sp.mal[i]]))

# CV

#RF-altitud y regresion kriging

function rf rk cv <- function (variables,sp.ma,mtry) {
pred.rf k.i<-c()
pred.rf.i <- c{()

pred.kriging.i <- c()
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resultados <- c ()

for (i in l:nrow(sp.ma)) {

set.seed (2210)
rf.i <- randomForest (variables, data = sp.ma@datal[-i,], mtry=mtry)
ma.i <- sp.ma[-i,]
ma.i$residual <- ma.i@dataS$temperatura - rf.iS$predicted
variograma <- autofitVariogram(residual~1,ma.i)
kriging.i <- krige(residual~1l,ma.i, sp.ma[i,], variogramaSvar model)
pred.kriging.i[i] <- kriging.i@dataS$varl.pred
pred.rf.i[i] <- predict(rf.i,sp.ma@datali,])
pred.rf k.i <- pred.rf.i+ pred.kriging.i
resultados <- as.data.frame(cbind(pred.rf.i, pred.rf k.i))
names (resultados) <- c("random forest", "regresion kriging")
}

return (resultados)

}

resultados rf cv <-lapply (l:length(sp.ma) ,function(i) function rf rk c
v (temperatura~altitud, sp.mal[i]],1))

resultados mrf cv <-lapply(l:length(sp.ma) ,function(i) function rf rk c
v(variables rf[[i]], sp.ma[[i]],3))

##Estadisticos por mes

stats _cv <- lapply(l:length(sp.ma), function (i) {

stats 1lr <- gof(resultados lr cv[[i]][,1], sp.ma[[i]]@dataS$temperatur
a)

stats 1lr rk <- gof(resultados 1lr cv[[i]][,2], sp.mal[[i]]@data$tempera
tura)

stats mlr <- gof(resultados mlr cv[[i]][,1], sp.ma[[i]]@dataS$temperat
ura)

stats mlr rk <- gof(resultados mlr cv[[i]][,2], sp.ma[[i]]@dataStempe
ratura)

stas_rf <- gof(resultados rf cv[[i]][,1], sp.ma[[i]]@data$temperatur
a)

stas_rf rk <- gof(resultados rf cv[[i]][,2], sp.ma[[i]]@dataStempera

tura)
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stas mrf <- gof(resultados mrf cv[[i]][,1], sp.ma[[i]]Q@dataStemperat
ura)

stas mrf rk <- gof(resultados mrf cv[[i]][,2], sp.ma[[i]]@dataStempe
ratura)

stats <- as.data.frame(cbind(stats lr,stats 1lr rk,
stats mlr,stats mlr rk,
stas rf,stas rf rk,
stas mrf, stas mrf rk))

names (stats) <- c("linear regression", "regresion kriging-LR", "multip
le linear regression", "regression kriging-MLR",

"random forest.altitude","regression kriging-RF.alti
tude", "random forest. auxvar","regression kriging-RF.auxvar")

return (stats)
})
fecha <- seg(as.Date("2014/1/1"), as.Date("2017/12/1"), "months")

n <_ c("fecha","LR","LR","RF","RF")

par (mfrow=c (1, 3))

rmse <- lapply(l:length(stats cv), function(i)cbind(stats cv[[i]][4,c (1,
3,5,7)1))

rmse cv <- cbind(fecha,data.frame (matrix (unlist (rmse), nrow=length (rmse)
, byrow=T)))

names (rmse_cv) <- n
col.legend=c ("lightblued4", "lightblue3")

boxplot (rmse cv[,-1], notch= TRUE, las = 1, at =c(1,2, 4,5), ylab="RMSE"
, col=c("lightblued", "lightblue3", "lightblued", "lightblue3d"), ylim=c (
0.7,1.9))

legend ("topright", inset=.02, c("Altitude","Aux. variables"), fill=c("1li
ghtblued", "lightblue3"), horiz=FALSE)

pbias <- lapply(l:length(stats cv), function (i)cbind(stats cv[[i]][6,c (1l
7 37 Sl TN

bias cv <- cbind(fecha,data.frame (matrix(unlist (pbias), nrow=length (pbia
s), byrow=T)))

names (bias cv) <- n
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col.legend=c ("lightblued4", "lightblue3")

boxplot (bias cv[,-1], notch= TRUE, las = 1, at =c(1,2, 4,5), ylab="P-Bia
s", col=c("lightblued4", "lightblue3", "lightblue4", "lightblue3"))

legend ("topright", inset=.02, c("Altitude","Aux. variables"), fill=c("1li
ghtblued4", "lightblue3"), horiz=FALSE)

cor <- lapply(l:length(stats cv), function(i)cbind(stats cv[[i]][16,c (1,
3,5, 7)1))

cor _cv <- cbind(fecha,data.frame (matrix(unlist (cor), nrow=length(cor), b
yrow=T) ) )

names (cor cv) <- n
col.legend=c ("lightblue4", "lightblue3")

boxplot (cor cv[,-1], notch= TRUE, las = 1, at =c(1,2, 4,5), ylab="r", co
l=c("lightblue4d", "lightblue3", "lightblue4d", "lightblue3"), ylim=c (0.6,
1))

legend ("topright", inset=.02, c("Altitude","Aux. variables"), fill=c("1li
ghtblued4", "lightblue3"), horiz=FALSE)

RMSE para cada mes

names (rmse_cv) <- c("Date","LR-altitude","LR-aux.variables","RF-altitude
","RF-aux.variables")

kable (rmse cv) %>%

kable styling(bootstrap options = "striped", font size = 10)

P-Bias para cada mes

names (bias cv) <- c("Date","LR-altitude","LR-aux.variables","RF-altitude
","RF-aux.variables")

kable (bias cv) %>%

kable styling(bootstrap options = "striped", font size = 10)

r para cada mes

names (cor _cv) <- c("Date","LR-altitude","LR-aux.variables","RF-altitude"
, "RF-aux.variables")
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kable (cor cv) %>%

kable styling(bootstrap options = "striped", font size = 10)

Resumen de los estadisticos

#RMSE
rmse <- rmse Cv
rmse median <- sapply(rmse cv[,-1], median)

rmse interquantile <- sapply(rmse cv[,-1], quantile) [4,] -sapply(rmse cv
[,-11, quantile)[2,]

#P-Bias
bias median <- sapply(bias cv[,-1], median)

bias interquantile <- sapply(bias cv[,-1], quantile) [4,] -sapply(bias cv
[,-11, quantile)[2,]

#Correlacion
¢ median <- sapply(cor cv[,-1], median)

c_interquantile <- sapply(cor cv[,-1], quantile) [4,] -sapply(cor cv[,-1]
, quantile) [2,]

table stats <- c(rmse median[l],rmse interquantile[l], bias median[1l],bi
as_interquantile[l],c median[l],c interquantile[l],

rmse median[3], rmse interquantile[3], bias median[3],bi
as_interquantile[3],c median[3],c interquantile[3],

rmse median([2],rmse interquantile[2], bias median[2],bi
as_interquantile[2],c median[2],c interquantile[2],

rmse median([4], rmse interquantile[4], bias median[4],bi
as_interquantile[4],c median([4],c interquantile[4])

table stats <- as.data.frame (matrix(table stats, byrow = T, nrow=4))
methods <- ¢ ("RL","RE","RL", "RF")

variables <- c("Altitude","Altitude", "Aux.variables","Aux.variables" )
table stats <- cbind(variables,methods, table stats)

names (table stats) <- c("Variables","Models", "Median","IQR","Median","I
QR" , "Median" , " IQR")
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kable (table stats) $>%
kable styling(bootstrap options = "striped")%>%

add_header above(c( "","", "RMSE" = 2, "P-Bias" = 2,"r" = 2))

Comparacion de los resultados

altitude <- table(ifelse(rmse cv$ LR-altitude >rmse cv$ RF-altitude ,T,F
))

Aux.v <- table(ifelse(rmse cvS$ LR-aux.variables >rmse cv$ RF-aux.variabl
es ,T,F))

n months <- c(altitude, Aux.v)

var rmse <- as.data.frame(variables)
var rmse$models <- methods

var_ rmse$months <- n months

names (var_rmse) <- c("Variables", "Models", "Number of months")

kable (var rmse) $>%

kable styling(bootstrap options = "striped")

4. Distribucion espacial de los estadisticos

result sp <- lapply(l:length(resultados 1lr cv), function (i) {
x <= sp.mal[[i]]
x$1lr <- resultados 1lr cv[[i]][,1]
x$mlr <- resultados mlr cv[[i]][,1]
x$rf <- resultados rf cv[[i]][,1]
x$mrf <- resultados mrf cv[[i]][,1]
return (x)

})

#Distribucion espacial. Estadisticas
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echa <- as.data.frame (seqg(as.Date("2014/1/1"), as.Date("2017/12/1"), "mo
nths"))

# Colocar los nombres de las estaciones
nombres result <- lapply(l:length(result sp), function (i) {

unir <- merge (nombre estaciones@data, result sp[[i]]@data, by = c("lat
itud", "longitud"),all.x=TRUE)

unir$fecha <-fechali, ]

unir <- subset (unir, select=c("nombre","temperatura","fecha","latitud"
o "longitud", "lr", "mlr", "rf", "mrf"> )

return (unir)

})

nombres result df <- as.data.frame(bind rows (nombres result))

# Cada columna es una estacion
# Temperature data
library (data.table)

temp <- dcast (nombres result df, fecha~nombre, value.var=c ("temperatura"

))

lr <- dcast (nombres result df, fecha~nombre, value.var=c("1lr"))
mlr <- dcast (nombres result df, fecha~nombre, value.var=c("mlr"))
rf <- dcast (nombres result df, fecha~nombre, value.var=c("rf"))

mrf <- dcast (nombres result df, fecha~nombre, value.var=c("mrf"))

function stats estaciones <- function(temp, modelos) {
rm.na <- na.omit (cbind(temp, modelos))
cor <- cor(rm.nal[,2],rm.nal,1])
bias <- bias(rm.nal[,2],rm.nal,1])
rmse <- rmse(rm.nal[,2],rm.nal,1])
mae <- mae(rm.nal,2],rm.nal,1])
est <- cbind(cor,bias, rmse,mae)

return (est)



84

stats estaciones 1lr <- lapply(2:length(temp), function(i) function stats
_estaciones (temp[,1i], 1r[,1i]))

stats_estaciones mlr <- lapply(2:length(temp), function (i) function stat
s_estaciones (temp[,i], mlr[,i]))

stats _estaciones rf <- lapply(2:length(temp), function(i) function stats
_estaciones(temp[,1i], rf[,1i]))

stats_estaciones mrf <- lapply(2:length(temp), function (i) function stat
s_estaciones (temp[,i], mrf[,i]))

#Regresion lineal-Altitud

stats _estaciones 1lr <-cbind(names (temp) [-1], data.frame (matrix(unlist (st
ats _estaciones_ 1lr), nrow=length(stats estaciones 1lr), byrow=T)))

names (stats estaciones lr) <- c("nombre","correlacion","bias","rmse", "ma
e")

#Regresion lineal multiple -variables auxiliares

stats_estaciones mlr <-cbind(names (temp) [-1], data.frame (matrix(unlist (s
tats estaciones mlr), nrow=length(stats estaciones mlr), byrow=T)))

names (stats estaciones mlr) <- c("nombre","correlacion","bias","rmse","m
aeu)

#Regresion de bosques aleatorios. Altitud

stats estaciones rf <-cbind(names (temp) [-1], data.frame (matrix(unlist (st
ats estaciones_rf), nrow=length(stats estaciones rf), byrow=T)))

names (stats estaciones rf) <- c("nombre","correlacion","bias","rmse", "ma
e")

#Regresion de bosques aleatorios—- variables auxiliares

stats estaciones mrf <-cbind(names (temp) [-1], data.frame (matrix(unlist (s
tats estaciones mrf), nrow=length(stats estaciones mrf), byrow=T)))

names (stats estaciones mrf) <- c("nombre","correlacion","bias","rmse","m
ae")

cuenca paute sf <- st as sf (cuenca paute)

stats 1r sf <- st as sf(merge(nombre estaciones,stats estaciones lr, by
= "nombre"))

stats lr sfSmetodo <- "LR"
stats 1lr sfS$variable <- "altitud"

stats mlr sf <- st as sf(merge(nombre estaciones,stats estaciones mlr, b
y = "nombre"))

stats mlr sfSmetodo <- "LR"
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stats mlr sfS$variable <- "aux. variables"

stats rf sf <- st _as sf (merge(nombre estaciones,stats estaciones rf, by
= "nombre"))

stats rf sfSmetodo <- "RF"

stats rf sfSvariable <- "altitud"

stats mrf sf <- st as sf(merge(nombre estaciones,stats estaciones mrf, b
y = "nombre"))

stats mrf sfSmetodo <- "RE"

stats mrf sf$variable <- "aux. variables"

metodos <- rbind(stats 1lr sf, stats mlr sf,stats rf sf,stats mrf sf)

RMSE

graf rmse <- ggplot() +

geom_ sf (data = cuenca paute sf, aes(color = "DESCRIPCIO"), color = "bl
ack") +
geom_ sf (data=metodos,aes(size = rmse), show.legend = 'point') +

scale size(breaks = ¢(0,1,2,3,4), labels = c("O", "1", "2", "3", "4"),
name = "RMSE") +

coord sf () +
facet wrap (metodo~variable)

graf rmse

P-Bias (%)

graf bias <- ggplot() +

geom_ sf (data = cuenca paute sf, aes(color = "DESCRIPCIO"), color = "bl
ack") +
geom_ sf (data=metodos,aes(size = abs(bias),

color=ifelse (metodosS$bias >=0, "Pos

itive", "Negative")), show.legend = 'point')+
scale size(range = c(0, 10),name = "P-Bias")+
scale color manual (values = c("lightblued4", "lightblue3"),labels = c ("

Positive", "Negative"), name="P-Bias")+
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facet wrap (metodo~variable)

graf bias

Correlacion

graf cor <- ggplot() +

geom sf (data = cuenca paute sf, aes(color = "DESCRIPCIO"), color = "bl
ack™) +
geom sf (data=metodos,aes(size = correlacion), show.legend = 'point') +

scale size(breaks = c¢(-0.25,0, 0.25, 0.5, 0.75, 1), labels = c("-0.25"
,"O"’ "0.25"’ "0.5", 110.7511,"111), name — "r")+

coord sf()+
facet wrap (metodo~variable)

graf cor

5. Distribucion espacial de los estadisticos

var auxiliares <- get (load("var auxiliares.Rdata"))
#Grid

r <- raster (cuenca paute, res=500)

r[] <- 1l:length(r)

r.c <- crop(r,extent (cuenca paute))

r.m <- raster::mask(r.c, cuenca paute)

r.sp<-as(r.m, "SpatialPixelsDataFrame")

# Predidcciones espaciales
## Mapas de Tair en usando regression Lineal

lr <- lapply(l:length(matriz datos), function(i)lm(temperatura~altitud,d
ata=matriz datos[[i]] ))

lr prediccion<-lapply (l:length(lr), function (i) predict(var auxiliares|[[
il1, 1r[[i]])) #altitude

lr prediccion stack <- stack(lr prediccion)
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names (1lr prediccion stack) <- fecha$ 'seqg(as.Date("2014/1/1"), as.Date("2
017/12/1"), "months"™)"

#Plotear los mapas

levelplot (lr prediccion stack([[25:48]], par.settings =BuRdTheme, main=
LR-altitude")

mlr prediccion<-lapply(l:length(m 1Im ta), function(i) predict (var auxili
ares[[i]], m 1Im ta[[i]])) #auxiliary variables

mlr prediccion stack <- stack(mlr prediccion)

names (mlr prediccion stack) <- fecha$ seg(as.Date("2014/1/1"), as.Date ("
2017/12/1"™), "months") "

## Mapas de Tair en usando regression de bosques aleatorios
set.seed(2210)

rf prediccion <-lapply(l:length(rf r), function(i) predict(var auxiliare
s[[i]], rf r[[i]])) # altitude

rf prediccion stack <- stack(rf prediccion)

names (rf prediccion stack) <- fecha$ ' seg(as.Date("2014/1/1"), as.Date ("2
017/12/1"), "months"™)"

#Plotear 1los mapas

levelplot (rf prediccion stack[[1:24]], par.settings =BuRdTheme, main= ""
)

set.seed (2210)

mrf prediccion <-lapply(l:length(mrf r), function (i) predict(var auxilia
res[[i]], mrf r([[i]])) #auxiliary variables

mrf prediccion stack <- stack(mrf prediccion)

names (mrf prediccion stack) <- fecha$ seg(as.Date("2014/1/1"), as.Date("
2017/12/1"™), "months") "

save (mrf prediccion stack, file="mrf prediccion stack.RData")

levelplot (mrf prediccion stack[[1:24]], par.settings =BuRdTheme, main=
RF-var.aux")

mapas <- lapply(l:length(lr prediccion), function(i) ({

brick <- brick(lr prediccion[[i]],mlr prediccion[[i]],rf prediccion[[i
11, mrf prediccion[[i]])

names (brick) <- c("LR-altitude","LR-aux.variables","RF-altitude","RF-a
ux.variables")

return (brick)
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#Plotear mapas

levelplot (mapas[[14]], par.settings =BuRdTheme, main= "Monthly air tempe
rature")

6. regresion kriging. Autocorrelacion de
los residuos

#Plotear los semivariogramas en cada mes para reconocer los meses donde
hay autocorrelacidn espacial

## Ejemplo

plot (variograms mlr[[38]])

Meses con autocorrelacion

# Se selecciona solo los meses donde hay autocorrelacidén espacial

stats rk rmse<- lapply(l:length(stats cv), function(i)cbind(stats cv[[i]
1lc(4),1))

stats_rk rmse <- cbind(fecha,data.frame(matrix (unlist(stats_rk rmse), nr
ow=length (stats rk rmse), byrow=T)))

stats rk bias<- lapply(l:length(stats cv), function (i)cbind(stats cv([[i]
1lc(6),1))

stats rk bias <- cbind(fecha,data.frame (matrix(unlist (stats rk bias), nr
ow=length (stats rk bias), byrow=T)))

stats_rk cor<- lapply(l:length(stats cv), function(i)cbind(stats cv[[i]]

[c(l6),1))

stats rk cor <- cbind(fecha,data.frame (matrix (unlist (stats rk cor), nrow
=length (stats rk cor), byrow=T)))

rmse lr krige <- stats rk rmse [c(13,14,16:24,27,41:43,46,48),c(2,3)]

rmse mlr krige <- stats rk rmse[c(13,14,16:20,22:25,28,31:36,41:43,46,48
),c(4,5)]
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rmse rf krige <- stats rk rmse[c(26,27),c(6,7)]
rmse mrf krige <- stats rk rmse[c(24,27,28,29,30),c(8,9)]

months autocor <- c(nrow(rmse lr krige),nrow(rmse rf krige), nrow(rmse m
1r krige),nrow(rmse mrf krige))

months autocor <- as.data.frame (cbind(c("Altitude","altitude"), methods,
months autocor))

names (months autocor) <- c("Variables", "Models","Number of months")
kable (months autocor) $>%

kable styling(bootstrap options = "striped")

Comparacion de regresion kriging con sus
modelos correspondientes.

#Se selecciona los meses donde hay autocorrelacidén espacial en los model
os de regresion y resgresion Kriging para compararlos

bias 1lr krige <- stats rk bias [c(13,14,16:24,27,41:43,46,48),c(2,3)]

bias mlr krige <- stats rk bias[c(13,14,16:20,22:25,28,31:36,41:43,46,48
),c(4,5)]

bias rf krige <- stats rk bias[c(26,27),c(6,7)]

bias mrf krige <- stats rk bias([c(24,27,28,29,30),c(8,9)]

cor lr krige <- stats rk cor [c(13,14,16:24,27,41:43,46,48),c(2,3)]

cor mlr krige <- stats rk cor [c(13,14,16:20,22:25,28,31:36,41:43,46,48)
+C(4,5)]

cor rf krige <- stats rk cor ([c(26,27),c(6,7)]

cor mrf krige <- stats rk cor [c(24,27,28,29,30),c(8,9)]

median rmse lr krige <- sapply(rmse lr krige, median)
median rmse mlr krige <- sapply(rmse mlr krige, median)
median rmse rf krige <- sapply(rmse rf krige, median)

median rmse mrf krige <- sapply(rmse mrf krige, median)
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interquantile rmse 1lr krige<- round(sapply(rmse lr krige, quantile) [4,]
-sapply(rmse lr krige, quantile) [2,],2)

interquantile rmse mlr krige<-round( sapply(rmse mlr krige, quantile) [4,
] -sapply(rmse mlr krige, quantile)[2,],2)

interquantile rmse rf krige<- round(sapply(rmse rf krige, quantile) [4,]
-sapply(rmse rf krige, quantile) [2,],2)

interquantile rmse mrf krige<- round(sapply(rmse mrf krige, quantile) [4,
] -sapply(rmse mrf krige, quantile) [2,],2)

median bias lr krige <- sapply(bias lr krige, median)
median bias mlr krige <- sapply(bias mlr krige, median)
median bias rf krige <- sapply(bias rf krige, median)
median bias mrf krige <- sapply(bias mrf krige, median)

interquantile bias lr krige<- round(sapply(bias lr krige, quantile) [4,]
-sapply(bias 1lr krige, quantile) [2,],2)

interquantile bias mlr krige<- round(sapply(bias mlr krige, quantile) [4,
] -sapply(bias mlr krige, quantile)[2,],2)

interquantile bias rf krige<- round(sapply(bias rf krige, quantile) [4,]
-sapply(bias rf krige, quantile) [2,],2)

interquantile bias mrf krige<- round(sapply(bias mrf krige, quantile) [4,
] -sapply(bias mrf krige, quantile) [2,],2)

median cor lr krige <- sapply(cor lr krige, median)
median cor mlr krige <- sapply(cor mlr krige, median)
median cor rf krige <- sapply(cor rf krige, median)

median cor mrf krige <- sapply(cor mrf krige, median)

interquantile cor lr krige<- round(sapply(cor lr krige, quantile) [4,] -s
apply (cor 1lr krige, quantile) [2,],2)

interquantile cor mlr krige<- round(sapply(cor mlr krige, quantile) [4,]
-sapply(cor mlr krige, quantile) [2,],2)

interquantile cor rf krige<- round(sapply(cor rf krige, quantile) [4,] -s
apply(cor rf krige, quantile)[2,],2)

interquantile cor mrf krige<- round(sapply(cor mrf krige, quantile) [4,]
-sapply(cor mrf krige, quantile) [2,],2)
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variables <- c("Altitude","Altitude","Altitude","Altitude", "Aux.variable
s","Aux.variables", "Aux.variables", "Aux.variables")

models <- c("RL","LR-Kriging","RF","RF-Kriging", "RL","LR-Kriging", "RF","
RF-Kriging")

median rmse krige <- c(median rmse lr krige, median rmse rf krige, media
n rmse mlr krige,median rmse mrf krige)

interquantile rmse krige <- c(interquantile rmse lr krige,interquantile
rmse rf krige,interquantile rmse mlr krige,

interquantile cor mrf krige)

median bias krige <- c(median bias 1lr krige, median bias rf krige, media
n bias mlr krige,median bias mrf krige)

interquantile bias krige <- c(interquantile bias lr krige,interquantile
bias rf krige,interquantile bias mlr krige,

interquantile cor mrf krige)

median cor krige <- c(median cor lr krige, median cor rf krige, median c
or mlr krige,median cor mrf krige)

interquantile cor krige <- c(interquantile cor lr krige,interquantile co
r rf krige,interquantile cor mlr krige,

interquantile cor mrf krige)

table regressionkriging <- as.data.frame(cbind(variables,models,median r
mse krige,interquantile rmse krige,median bias krige, interquantile bias
krige,median cor krige, interquantile cor krige ))

names (table regressionkriging) <- c("Variables","Models", "Median","IQR"
o "Median" o "IQR", "Median", "IQR")

rownames (table regressionkriging) <- NULL

kable (table regressionkriging) %>%
kable styling(bootstrap options = "striped")%>%

add header above(c( "","", "RMSE" = 2, "P-Bias" = 2,"r" = 2))
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Mapas de regresion kriging.

function rk maps <- function(sp.ma, modelo, variograma,regresion simple
pred, grilla) {

sp <- sp.ma
spSresiduos <- modeloS$residuals

krige <- raster(krige(residuos~1,locations=sp, model = variograma$var
model, newdata=grilla))

reg kriging <- calc(stack(krige, regresion simple pred), fun=sum)
stack <-stack(regresion simple pred, krige, reg kriging)
return (stack)

}

1lr rk maps <- lapply(1:48, function (i) {

f <-function rk maps(sp.mal[[i]], 1lr[[i]], variograms 1r[[i]],lr predic
cion[[i]], r.sp)

names (f)<-c("LR-altitude", "Ordinary kriging", "Regression Kriging")
return (f)
})

mlr rk maps <- lapply(1:48, function (i) {

f<- function rk maps(sp.ma[[i]], m Im ta[[i]], variograms mlr[[i]],mlr
_prediccion[[i]], r.sp)

names (f) <-c ("LR-aux.variables", "Ordinary kriging", "Regression Krigin
g")

return (f)

})
rf rk maps <- lapply(1:48, function (i) {

f <-function rk maps(sp.mal[[i]], rf r[[i]], variograms rf[[i]],rf pred
iccion[[i]], r.sp)

names (f)<-c("RF-altitude", "Ordinary kriging", "Regression Kriging")
return (f)
})

mrf rk maps <- lapply(1:48, function (i) {

f <-function rk maps(sp.mal[[i]], mrf r[[i]], variograms mrf[[i]],mrf p
rediccion[[i]], r.sp)

names (f) <-c ("RF-aux.variables", "Ordinary kriging", "Regression Krigin
g")
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return (f)

})
levelplot (mlr rk maps[[14]]$LR.aux.variables, par.settings =BuRdTheme, m
argin=F, main="LR-aux.variables")
levelplot (mlr rk maps[[14]]$Ordinary.kriging, margin= FALSE, main="Resid
uals Kriging Ordinary" )

levelplot (mlr rk maps[[14]]S$Regression.Kriging, par.settings =BuRdTheme,
margin=FALSE, main= "Regression Kriging")
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B. Anexo: Correlacion entre la
temperatura del aire y las variables
auxiliares

Fecha Altitud LST Longitud Latitud Fecha Altitud LST Longitud Latitud

01/01/2014 -0.836 0.657 0.688 0.665|01/01/2016 -0.798 0.750 0.722 0.454
01/02/2014 -0.839 0.480 0.685 0.676|01/02/2016 -0.862 0.840 0.550 0.241
01/03/2014 -0.846 0.577 0.715 0.682|01/03/2016 -0.867 0.788 0.532 0.251
01/04/2014 -0.844 0.642 0.692 0.666|01/04/2016 -0.854 0.690 0.589 0.219
01/05/2014 -0.838 0.735 0.700 0.668|01/05/2016 -0.880 0.712 0.639 0.246
01/06/2014 -0.826 0.679 0.649 0.637|01/06/2016 -0.888 0.665 0.623 0.210
01/07/2014 -0.819 0.701 0.675 0.611|01/07/2016 -0.872 0.674 0.594 0.177
01/08/2014 -0.826 0.718 0.672 0.501|01/08/2016 -0.826 0.598 0.504 0.174
01/09/2014 -0.808 0.744 0.661 0.495|01/09/2016 -0.851 0.649 0.577 0.052
01/10/2014 -0.844 0.611 0.669 0.408|01/10/2016 -0.846 0.629 0.643 0.156
01/11/2014 -0.838 0.640 0.712 0.446|01/11/2016 -0.855 0.638 0.736 0.216
01/12/2014 -0.845 0.458 0.687 0.538|01/12/2016 -0.881 0.663 0.720 0.170
01/01/2015 -0.813 0.592 0.701 0.604|01/01/2017 -0.873 0.604 0.653 0.080
01/02/2015 -0.805 0.771 0.686 0.484|01/02/2017 -0.871 0.748 0.603 0.105
01/03/2015 -0.825 0.707 0.728 0.498|01/03/2017 -0.908 0.704 0.704 0.145
01/04/2015 -0.828 0.692 0.669 0.237|01/04/2017 -0.906 0.734 0.671 0.164
01/05/2015 -0.830 0.759 0.666 0.229|01/05/2017 -0.882 0.690 0.625 0.196
01/06/2015 -0.844 0.687 0.677 0.223|01/06/2017 -0.858 0.668 0.550 0.291
01/07/2015 -0.851 0.746 0.690 0.241|01/07/2017 -0.849 0.634 0.498 0.234
01/08/2015 -0.845 0.746 0.675 0.233|01/08/2017 -0.830 0.687 0.516 0.258
01/09/2015 -0.838 0.828 0.655 0.197|01/09/2017 -0.844 0.717 0.501 0.238
01/10/2015 -0.822 0.781 0.674 0.223|01/10/2017 -0.933 0.634 0.516 0.266
01/11/2015 -0.823 0.773 0.690 0.238|01/11/2017 -0.927 0.568 0.672 0.166
01/12/2015 -0.748 0.734 0.603 0.370|01/12/2017 -0.948 0.711 0.581 0.182
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C.

regresion lineal multiple y

Anexo: Variables auxiliares
seleccionadas en los modelos de

resultados del VIF

Fecha

Variables seleccionadas Fecha Variables seleccionadas
01/01/2014 altitud longitud latitud |01/01/2016 LST longitud
01/02/2014 altitud LST latitud | 01/02/2016 LST longitud

altitud . altitud
01/03/2014 latitud 01/03/2016 LST LST
01/04/2014 altitud longitud latitud | 01/04/2016 altitud
01/05/2014 altitud longitud latitud |01/05/2016 altitud LST
01/06/2014 altitud longitud latitud |01/06/2016 altitud LST
01/07/2014 altitud LST latitud | 01/07/2016 altitud LST
01/08/2014 altitud 01/08/2016 altitud LST
01/09/2014 LST longitud latitud | 01/09/2016 altitud LST
01/10/2014 altitud 01/10/2016 LST longitud
01/11/2014 LST longitud 01/11/2016 LST longitud
01/12/2014 altitud 01/12/2016 LST longitud
01/01/2015 altitud 01/01/2017 altitud LST
01/02/2015 LST longitud 01/02/2017 altitud LST
01/03/2015 altitud 01/03/2017 altitud
01/04/2015 altitud 01/04/2017 altitud LST
01/05/2015 altitu 01/05/2017 altitud
01/06/2015 altitud 01/06/2017 altitud
01/07/2015 altitud LST 01/07/2017 LST longitud
01/08/2015 altitud LST 01/08/2017 altitud LST
01/09/2015 LST  longitud 01/09/2017 altitud LST
01/10/2015 LST longitud 01/10/2017 altitud LST
01/11/2015 LST  longitud 01/11/2017 altitud LST longitud
01/12/2015 LST  longitud 01/12/2017 altitud
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Fecha Variables
seleccionadas Fecha Variables seleccionadas
01/01/2014 altitud longitud latitud |01/01/2016 LST longitud
01/02/2014 altitud LST latitud |01/02/2016 LST longitud
. altitud

01/03/2014 MY 1tityg 01/03/2016 LST LST

01/04/2014 altitud longitud latitud |01/04/2016 altitud

01/05/2014 altitud longitud latitud |01/05/2016 altitud LST

01/06/2014 altitud longitud latitud |01/06/2016 altitud LST

01/07/2014 altitud LST latitud | 01/07/2016 altitud LST

01/08/2014 altitud 01/08/2016 altitud LST

01/09/2014 LST longitud latitud |01/09/2016 altitud LST

01/10/2014 altitud 01/10/2016 LST longitud

01/11/2014 LST longitud 01/11/2016 LST longitud

01/12/2014 altitud 01/12/2016 LST longitud

01/01/2015 altitud 01/01/2017 altitud LST

01/02/2015 LST longitud 01/02/2017 altitud LST

01/03/2015 altitud 01/03/2017 altitud

01/04/2015 altitud 01/04/2017 altitud LST

01/05/2015 altitu 01/05/2017 altitud

01/06/2015 altitud 01/06/2017 altitud

01/07/2015 altitud LST 01/07/2017 LST longitud

01/08/2015 altitud LST 01/08/2017 altitud LST

01/09/2015 LST  longitud 01/09/2017 altitud LST

01/10/2015 LST  longitud 01/10/2017 altitud LST

01/11/2015 LST longitud 01/11/2017 altitud LST longitud

01/12/2015 LST longitud 01/12/2017 altitud

VIF

Fecha Variables seleccionadas Fecha Variables seleccionadas
01/01/2014 4.40 (altitud) 4,75 (longitud) 1.60 (latitud) |01/01/2016 1.31(LST) 1.31 (longitud)
01/02/2014 1.83 (altitud) 1 26 (LST) 1.52 (latitud) | 01/02/2016 1.03 (LST) 1.03 (longitud)
01/03/2014 147 @A) 4 47 (atitud) 01/03/2016 172 (altitud) (1L752T)
01/04/2014 4.40 (altitud) 4,75 (longitud) 1.60 (latitud) | 01/04/2016 No aplica
01/05/2014 40 (@IUUD) 4 25 (ongitud)  1.60 (latitud) | 01/05/2016 178 (@ltitud) (1I;786T)
01/06/2014 38 (@D 4 21 (ongitud)  1.59 (atitud) | 01/06/2016 140 (@litud) (1L25T)
01/07/2014 312 @lUd) 5 55 o1y 1.53 (latitud) | 01/07/2016 1-4° (@ltitud) (1L2:5T)
01/08/2014 NO @plica 01/08/2016 127 (altitud) (1LZS?F)
01/09/2014 221 (ST 4 75 (ongitud)  1.47 (atitud) | 01/09/2016 1-52 (@ltitud) (1Ig%|')
01/10/2014 No aplica 01/10/2016 1.00 (LST) 1.00 (longitud)
01/11/2014 1.06 (LST)  1.06 (longitud) 01/11/2016 1.05 (LST) 1.05 (longitud)
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01/12/2014

01/01/2015

01/02/2015
01/03/2015

01/04/2015
01/05/2015
01/06/2015
01/07/2015

01/08/2015

01/09/2015

01/10/2015

01/11/2015
01/12/2015

No aplica
No aplica
1.30 (LST)
No aplica
No aplica

No aplica
No aplica
2.44 (altitud)

2.39 (altitud)
1.21 (LST)
1.27 (LST)

1.41 (LST)
1.22 (LST)

1.30 (longitud)

2.44 (LST)
2.39 (LST)
1.21 (longitud)
1.27 (longitud)

1.41 (longitud)
1.22 (longitud)

01/12/2016

01/01/2017

01/02/2017
01/03/2017

01/04/2017
01/05/2017
01/06/2017
01/07/2017

01/08/2017

01/09/2017

01/10/2017

01/11/2017
01/12/2017

1.04 (LST)
1.39 (altitud)
1.88 (altitud)
No aplica
2.02 (altitud)

No aplica
No aplica
2.41 (LST)

1.56 (altitud)
1.58 (altitud)
1.41 (altitud)

5.08 (altitud)

No aplica

1.04 (longitud)
1.39

(LST)

1.88

(LST)

2.02
(LST)

2.41 (longitud)

1.56

(LST)

1.58

(LST)

141

(LST)

3.59

(LST) 5.00 (longitud)
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D. Anexo: Regresion de arboles
aleatorios. %IncMSE y seleccidn de
variables auxiliares

Fecha % IncMSE
altitud o
latitud o
01-01-2014 Ist °
longitud | ¢
T T T T
0 5 10 15
%IncMSE
altitud o
latitud °
01-02-2014 Ist °
longitud | o
T T
10 15
%IncMSE
altitud o
latitud
01-03-204 Ist o
longitud |©
T T T T
5 10 15 20
%IncMSE

Fecha

01-06-2014

01-07-2014

01-08-2014

altitud

Ist

latitud

longitud

altitud

Ist

latitud

longitud

altitud

Ist

longitud

latitud

%IncMSE

T T T
5 10 15
%IncMSE

20

T T
5 10 15
%IncMSE

20

T T T
5 10 15
%IncMSE

20
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01-04-2014

01-05-2014

Fecha

01-11-2014

01-12-2014

altitud

Ist

latitud

longitud

altitud

Ist

latitud

longitud

altitud

Ist

longitud

latitud

altitud

longitud

Ist

latitud

° 01-09-2014
f’l 1I0 1I5 20
%IncMSE
o 01-10-2014
T T T T
5 10 15 20
%IncMSE
% IncMSE Fecha
° 01-04-2015
o 5 w0 15
%IncMSE
° 01-05-2015
51) 1I0 1I5 20
%IncMSE

altitud

Ist

latitud

longitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

T T T
10 15 20
%IncMSE

T T T
10 15 20
%IncMSE

%IncMSE

T T T T
10 15 20 25
%IncMSE

T T T
10 15 20
%IncMSE
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01-01-0215

01-02-2015

01-03-2015

Fecha

01-09-2015

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

T T T
10 15 20
%IncMSE

T T T
10 15 20
%IncMSE

T T T
10 15 20
%IncMSE

% IncMSE

T T T
5 10 15
%IncMSE

01-06-2015

01-07-2015

01-08-2015

Fecha

01-02-2016

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

T T T T

0 10 15 20 2%
%IncMSE
o
o
o]
T T T T
10 15 20 25
%IncMSE
o
o
o
o
T T T T T
L} 10 15 20 25
%IncMSE
%IncMSE

T T T
10 15 20
%IncMSE



101

01-10-2015

01-11-2015

01-12-2015

01-01-2016

Fecha

altitud

Ist

longitud

latitud

altitud

Ist

latitud

longitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

T T T
10 15 20
%IncMSE

o

T T T T
10 15 20 25
%IncMSE

T T T T
5 10 15 20
%IncMSE

o

T T T T
10 15 20 25
%IncMSE

% IncMSE

01-03-2016

01-04-2016

01-05-2016

01-06-2016

Fecha

altitud o
Ist o
latitud °
longitud |©
T T T
5 10 15
%IncMSE
altitud o
Ist o
longitud °
latitud | o
T T T T
5 10 15 20
%IncMSF
altitud °
Ist o
longitud o
latitud | ©
T T T T
5 10 15 20
%IncMSE
altitud ©
Ist o
latitud o
longitud |©
T T T T
5 10 15 20
%IncMSE
%IncMSE
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01-07-2016

01-08-2016

01-09-2016

01-10-2016

altitud

Ist

longitud

latitud | ©

T
10
%IncMSE

T
15

T

20

altitud

Ist

longitud

latitud | ©

T

10

%IncMSE

15

altitud

Ist

longitud

latitud | ©

T

10 15

%IncMSE

T
20

altitud

Ist

longitud

latitud | ©

T T
10 15
%IncMSE

T
20

01-12-2016

01-01-2017

01-02-2017

01-03-2017

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

longitud

Ist

latitud

o

5 10 15 20 25
%IncMSE
Lo
o
o
0
T T T T T T
0 5 10 15 20 25

%IncMSE

T T T
10 15 20

0 5
%IncMSE
(o]
o
o
o

T T T T T T T
0 5 10 15 20 25 30

%IncMSE
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01-11-2016

Fecha

01-05-2017

01-06-2017

01-07-2017

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

5 10 15 20 25
%IncMSE
% IncMSE
o]
o
o
o
T T T T T
5 10 15 20 25
%IncMSE
o]
o
o
o
T T T T T
0 5 10 15 20
%IncMSE
o]
(o
o
o]
T T T T T
0 5 10 15 20

%IncMSE

01-04-2017

Fecha

01-10-2017

01-11-2017

01-12-2017

altitud

Ist

longitud

latitud

altitud

Ist

longitud

latitud

altitud

longitud

Ist

latitud

altitud

Ist

longitud

latitud

T T T T T T
0 5 10 15 20 25
%IncMSE

%IncMSE

T T T T T T T
4 6 8 10 12 14 16
%IncMSE

T T T T
5 10 15 20 2¢
%IncMSE

T T T T T
5 10 15 20 25
%IncMSE
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altitud .
Ist 9
01-08-2017 longitud 0

latitud | ©

T T T T
0 5 10 15
%IncMSF

altitud °
Ist o
01-09-2017 longitud °

latitud | ©

T T T
0 5 10
%IncMSE
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Fecha Variables seleccionadas Fecha Variables seleccionadas
01/01/2014 altitud latitud LST 01/01/2016 altitud LST longitud
01/02/2014 altitud Ilatitud LST 01/02/2016 altitud LST longitud
01/03/2014 altitud latitud longitud |01/03/2016 altitud LST longitud
01/04/2014 altitud LST latitud 01/04/2016 altitud LST longitud
01/05/2014 altitud LST latitud 01/05/2016 altitud LST longitud
01/06/2014 altitud LST latitud 01/06/2016 altitud LST longitud
01/07/2014 altitud LST latitud 01/07/2016 altitud LST longitud
01/08/2014 altitud LST longitud |01/08/2016 altitud LST longitud
01/09/2014 altitud LST longitud |01/09/2016 altitud LST longitud
01/10/2014 altitud LST longitud |01/10/2016 altitud LST longitud
01/11/2014 altitud LST longitud |01/11/2016 altitud LST longitud
01/12/2014 altitud longitud LST 01/12/2016 altitud LST longitud
01/01/2015 altitud longitud LST 01/01/2017 altitud LST longitud
01/02/2015 altitud LST longitud |01/02/2017 altitud LST longitud
01/03/2015 altitud LST longitud |01/03/2017 altitud LST longitud
01/04/2015 altitud LST longitud |01/04/2017 altitud LST longitud
01/05/2015 altitud LST longitud |01/05/2017 altitud LST longitud
01/06/2015 altitud LST longitud |01/06/2017 altitud LST longitud
01/07/2015 altitud LST longitud |01/07/2017 altitud LST longitud
01/08/2015 altitud LST longitud |01/08/2017 altitud LST longitud
01/09/2015 altitud LST longitud |01/09/2017 altitud LST longitud
01/10/2015 altitud LST longitud |01/10/2017 altitud LST longitud
01/11/2015 altitud LST latitud 01/11/2017 altitud longitud  LST
01/12/2015 altitud LST longitud |01/12/2017 altitud LST longitud
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E. Anexo: Evaluacion de los
modelos de regresion. Validacion

Cruzada- RMSE

LR-
Fecha altitud LR-var. auxiliares RF- altitud RF-var. auxiliares
01/01/2014 1.21 1.1 1.62 1.45
01/02/2014 1.23 1.08 1.55 1.42
01/03/2014 1.28 1.15 1.44 1.36
01/04/2014 1.22 1.15 1.44 1.27
01/05/2014 1.24 1.17 1.4 1.28
01/06/2014 1.28 1.21 1.48 1.38
01/07/2014 1.51 1.63 1.49 1.34
01/08/2014 1.49 1.49 1.48 1.3
01/09/2014 1.55 1.44 1.51 1.33
01/10/2014 1.31 1.31 1.09 1.13
01/11/2014 1.4 1.23 1.12 1.03
01/12/2014 1.33 1.33 1.18 1.18
01/01/2015 1.58 1.58 1.29 1.25
01/02/2015 1.63 1.49 1.31 1.21
01/03/2015 1.58 1.58 1.12 0.99
01/04/2015 1.7 1.7 1.21 1.25
01/05/2015 1.61 1.61 1.21 1.23
01/06/2015 1.59 1.59 1.28 1.29
01/07/2015 1.52 1.61 1.25 1.22
01/08/2015 1.58 1.68 1.36 1.34
01/09/2015 1.56 1.21 1.55 1.43
01/10/2015 1.73 1.53 1.26 1.21
01/11/2015 1.71 1.64 1.29 1.13
01/12/2015 1.69 1.59 1.29 1.21
01/01/2016 1.67 1.37 1.21 1.14
01/02/2016 1.28 0.82 1.27 1.11
01/03/2016 1.17 0.96 1.2 1.08
01/04/2016 1.27 1.27 1.25 1.22
01/05/2016 1.2 1.15 1.15 1.13
01/06/2016 1.15 1.06 1.15 1.15
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01/07/2016
01/08/2016
01/09/2016
01/10/2016
01/11/2016
01/12/2016
01/01/2017
01/02/2017
01/03/2017
01/04/2017
01/05/2017
01/06/2017
01/07/2017
01/08/2017
01/09/2017
01/10/2017
01/11/2017
01/12/2017

1.23
1.34
131
1.29
1.32
1.24
131
1.33
1.19
1.12
1.25
1.39
1.52
1.55
1.53
0.82
0.92
0.71

1.13
1.29
1.26
1.15
1.16
1.14
1.27
1.25
1.19
1.11
1.25
1.39
1.42
1.45
1.4
0.85
1.03
0.71

1.26
14
1.23
1.18
1.13
1.09
1.23
1.23
0.77
0.73
0.88
0.97
1.13
1.24
1.29
1.11
0.98
0.87

1.24
1.26
1.2
1.13
1.01
1.02
1.18
1.23
0.85
0.74
0.93
0.95
1.12
1.19
1.34
1.17
1.02
0.87
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F.Anexo: Evaluacion de los modelos
de regresion. Validacion Cruzada- P-
Bias

Fecha LR-altitud LR-var.auxiliares RF-altitud RF-var.auxiliares
01/01/2014 0.2 0.4 -0.5 -0.5
01/02/2014 0.4 0.4 -04 -04
01/03/2014 0.6 0.7 -0.3 -0.3
01/04/2014 0.5 0.7 -0.1 -0.1
01/05/2014 0.5 0.7 0 0
01/06/2014 0.6 0.8 0.2 0.2
01/07/2014 0.8 1.1 0.4 0.4
01/08/2014 0.8 0.8 0.4 0.4
01/09/2014 0.7 0.7 0.2 0.2
01/10/2014 -0.5 -0.5 0.2 0.2
01/11/2014 -0.5 -0.3 -0.3 -0.3
01/12/2014 -0.5 -0.5 0 0
01/01/2015 1 1 -0.1 -0.1
01/02/2015 0.9 0.8 -0.2 -0.2
01/03/2015 1 1 -0.2 -0.2
01/04/2015 1 1 0.2 0.2
01/05/2015 0.9 0.9 0.2 0.2
01/06/2015 0.9 0.9 0.1 0.1
01/07/2015 0.9 0.9 0.1 0.1
01/08/2015 0.9 1 0.2 0.2
01/09/2015 0.8 0.3 0 0
01/10/2015 1 0.6 0.1 0.1
01/11/2015 0.9 0.9 -0.2 -0.2
01/12/2015 1 0.9 0.6 0.6
01/01/2016 0.9 0.5 -0.1 0
01/02/2016 -0.2 0 0.6 0.1
01/03/2016 -0.2 -0.3 0.6 0.4
01/04/2016 -0.3 -0.3 0.8 0.8
01/05/2016 -0.2 -0.2 0.5 0.6

01/06/2016 -0.2 -0.2 0.6 0.8
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01/07/2016
01/08/2016
01/09/2016
01/10/2016
01/11/2016
01/12/2016
01/01/2017
01/02/2017
01/03/2017
01/04/2017
01/05/2017
01/06/2017
01/07/2017
01/08/2017
01/09/2017
01/10/2017
01/11/2017
01/12/2017

-0.2
-0.2
-0.3
-0.3
-0.3
-0.3
-0.3
-0.3
-0.4
-0.3
-0.5
-0.6
-0.7
-0.7
-0.6
-0.1
-0.2
-0.1

-0.3
-0.3
-0.4
-0.2

-0.1
-0.4
-0.4
-0.4
-0.4
-0.5
-0.6
-0.7
-0.7
-0.7
-0.4

0.2
-0.1

0.8
14
0.5
0.1
-0.3
-0.3

0.7
0.1

0.6
1.2
1.9
1.2
2.3
1.9
0.2
0.5

11
16
1.2
0.6
0.5
0.4
0.7
0.4
0.9
0.8
0.9
11

2.5
1.9
0.4
0.1
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G. Anexo: Evaluacion de los
modelos de regresion. Validacion
Cruzada- Correlacion

Fecha LR-altitud LR-var.auxiliares RF-altitud RF-var.auxiliares
01/01/2014 0.8 0.84 0.58 0.69
01/02/2014 0.8 0.85 0.62 0.7
01/03/2014 0.8 0.83 0.69 0.73
01/04/2014 0.8 0.83 0.67 0.77
01/05/2014 0.79 0.82 0.68 0.75
01/06/2014 0.78 0.81 0.64 0.7
01/07/2014 0.75 0.74 0.71 0.78
01/08/2014 0.77 0.77 0.74 0.81
01/09/2014 0.74 0.78 0.72 0.79
01/10/2014 0.76 0.76 0.83 0.81
01/11/2014 0.75 0.8 0.83 0.86
01/12/2014 0.75 0.75 0.79 0.79
01/01/2015 0.71 0.71 0.76 0.78
01/02/2015 0.71 0.76 0.78 0.81
01/03/2015 0.73 0.73 0.83 0.88
01/04/2015 0.73 0.73 0.84 0.82
01/05/2015 0.73 0.73 0.82 0.82
01/06/2015 0.76 0.76 0.82 0.82
01/07/2015 0.77 0.76 0.82 0.83
01/08/2015 0.77 0.75 0.8 0.81
01/09/2015 0.77 0.86 0.74 0.79
01/10/2015 0.72 0.76 0.82 0.84
01/11/2015 0.73 0.74 0.82 0.87
01/12/2015 0.62 0.67 0.73 0.77
01/01/2016 0.7 0.78 0.81 0.84
01/02/2016 0.79 0.92 0.79 0.84
01/03/2016 0.78 0.86 0.76 0.81

01/04/2016 0.78 0.78 0.78 0.79



111

01/05/2016
01/06/2016
01/07/2016
01/08/2016
01/09/2016
01/10/2016
01/11/2016
01/12/2016
01/01/2017
01/02/2017
01/03/2017
01/04/2017
01/05/2017
01/06/2017
01/07/2017
01/08/2017
01/09/2017
01/10/2017
01/11/2017
01/12/2017

0.82
0.83
0.81
0.73
0.78
0.78
0.8
0.83
0.81
0.82
0.85
0.85
0.8
0.76
0.74
0.71
0.73
0.91
0.91
0.94

0.84
0.86
0.84
0.76
0.79
0.83
0.84
0.86
0.82
0.84
0.85
0.85
0.8
0.76
0.78
0.75
0.78
0.91
0.89
0.94

0.83
0.83
0.8
0.69
0.8
0.81
0.85
0.87
0.83
0.84
0.94
0.93
0.9
0.88
0.85
0.8
0.8
0.85
0.9
0.9

0.83
0.83
0.8
0.76
0.81
0.83
0.88
0.88
0.84
0.84
0.93
0.94
0.89
0.89
0.86
0.83
0.79
0.86
0.89
0.91
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H. Anexo: Distribucion espacial de

los estadisticos. Validacion

Cruzada- RMSE

Nombres RL-altitud RL-var. auxiliares RF-altitud RF-var. auxiliares
Llacao 0.93 0.93 0.97 0.96
Cts 0.93 0.89 0.94 0.97
Cumbe 0.78 0.84 0.62 0.84
Irquis 0.69 0.64 0.77 0.61
Banos 0.50 0.56 0.83 0.67
Nulti 0.90 0.88 0.92 0.91
Quingeo 0.97 0.95 0.78 0.80
San Joaquin 0.98 0.86 0.95 0.92
Santa ana 0.96 0.90 0.84 0.74
Sayausi 0.83 0.75 0.83 0.79
Sinincay 0.96 0.96 0.94 0.85
Tixan 0.98 0.94 0.90 0.90
Turi 0.75 0.80 0.80 0.80
UPS 0.94 0.89 0.94 0.96
Sigsig 0.72 0.81 0.70 0.61
Mendez 0.09 -0.26 0.78 0.77
Guachapala 0.94 0.96 0.96 0.95
El labrado 0.40 0.48 0.92 0.90
Jima 0.93 0.94 0.55 0.73
Llaviucu 0.28 0.04 0.83 0.85
Machangara 0.82 0.77 0.56 0.79
Collay 0.86 0.92 0.97 0.95
CELEC 0.94 0.92 0.95 0.96
Gualaceo 0.89 0.81 0.81 0.84
Mazar 0.89 0.77 0.94 0.85
Sevilla 0.96 0.94 0.82 0.77
Soldados 0.83 0.62 0.83 0.85
Ucubamba 0.92 0.88 0.97 0.96
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|. Anexo: Distribucidon espacial de los
estadisticos. Validaciéon Cruzada- P-

Bias
Nombres RL-altitud RL-aux.variables RF-altitud RF-aux.variables
Llacao -0.45 -0.16 -0.22 -0.09
Cts -0.82 -0.55 -0.16 -0.17
Cumbe 1.64 1.60 1.30 1.72
Irquis 1.15 0.77 1.06 0.79
Banos -2.48 -2.12 -0.85 -0.48
Nulti 0.22 0.48 0.74 0.89
Quingeo 0.95 0.93 1.03 1.07
San Joaquin 0.31 0.77 0.38 0.54
Santa Ana 0.46 0.14 0.05 -0.06
Sayausi 0.02 0.45 -0.50 -0.17
Sinincay -1.64 -1.31 -3.12 -2.48
Tixan -0.09 0.08 -0.29 -0.11
Turi -0.33 -0.07 -0.69 -0.47
UPS -1.23 -0.94 -0.71 -0.65
Sigsig 0.24 -0.25 1.07 0.40
Mendez 4.32 4.07 -2.75 -2.88
Guachapala 0.07 0.12 0.82 0.67
El labrado 1.69 1.40 2.05 2.13
Jima 1.20 1.02 1.06 0.93
Llaviucu 0.68 0.15 0.00 0.09
Machangara 1.26 0.91 1.23 0.64
Collay -0.40 -0.68 0.12 -0.18
CELCE -1.27 -1.11 -1.10 -1.01
Gualaceo -2.03 -2.49 -1.64 -1.82
Mazar -0.01 -0.31 0.40 0.07
Sevilla 0.77 0.55 1.37 1.19
Soldados 1.88 1.34 1.05 1.13
Ucubamba -1.03 -0.74 -0.40 -0.50
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J.Anexo: Distribucion espacial de los
estadisticos. Validaciéon Cruzada-

Correlacion
Nombres RL-altitud RL.aux.variables RF-altitud RF-aux.variables
Llacao 0.54 0.36 0.30 0.26
C 0.87 0.66 0.33 0.26
Cumbe 1.74 1.69 1.63 1.79
Irquis 1.29 0.99 1.19 1.08
Banos 2.93 2.65 1.02 1.11
Nulti 0.42 0.64 0.80 0.95
Quingeo 0.97 0.98 1.22 1.22
San Joaquin 0.35 0.89 0.45 0.61
Santa Ana 0.52 0.44 0.50 0.63
Sayausi 0.51 0.76 0.71 0.59
Sinincay 1.65 1.34 3.13 2.53
Tixan 0.19 0.28 0.44 0.35
Turi 0.68 0.54 0.87 0.70
UPS 1.26 1.01 0.77 0.69
Sigsig 1.13 1.00 1.55 1.28
Mendez 451 4.34 2.81 2.93
Guachapala 0.41 0.32 0.90 0.77
El labrado 2.00 1.75 2.07 2.16
Jima 1.26 1.07 1.33 1.12
Llaviucu 0.81 0.60 0.24 0.23
Machangara 1.34 1.02 1.46 0.81
Collay 0.59 0.79 0.25 0.36
CELEC 1.31 1.17 1.14 1.04
Gualaceo 2.06 2.56 1.73 1.88
Mazar 0.42 0.74 0.50 0.48
Sevilla 0.80 0.66 1.46 1.32
Soldados 1.96 1.53 1.17 1.23
Ucubamba 1.09 0.87 0.45 0.56
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K. Anexo: Distribucion espacial de
la temperatura del aire en la
Cuenca. RL-altitud.
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L.Anexo: Distribucidén espacial de la
temperatura del aire en la Cuenca.

RL-var. auxiliares.
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M. Anexo: Distribucion espacial de
la temperatura del aire en la
Cuenca. RF-altitud.
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N. Anexo: Distribucion espacial de
la temperatura del aire en la
Cuenca. RF-var. auxiliaries.
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O. Anexo: Regresion Kriging.
Resultados de la validacion cruzada
en los meses donde existio
autocorrelacion espacial

Método Fecha RMSE (°C) P-Bias (%) r
01/01/2015 1.54 11 0.77
01/02/2015 1.57 1 0.78
01/04/2015 1.6 1.6 0.81
01/05/2015 1.53 1.3 0.8
01/06/2015 1.54 11 0.81
01/07/2015 1.48 11 0.82
01/08/2015 1.55 1.2 0.81
Regresion Kriging 01/09/2015 1.57 1.2 0.81
(Residuos de RL-altitud) 01/10/2015 1.66 14 0.79
01/11/2015 1.63 1.2 0.8
01/12/2015 1.55 15 0.75
01/03/2016 1.06 -0.6 0.84
01/05/2017 1.23 -1 0.82
01/06/2017 1.32 -0.5 0.81
01/07/2017 15 -0.5 0.78
01/10/2017 0.71 0.5 0.94
01/12/2017 0.69 0.1 0.94
01/01/2015 1.54 11 0.77
01/02/2015 1.46 11 0.8
01/04/2015 1.6 1.6 0.81
01/05/2015 1.53 1.3 0.8
01/06/2015 1.54 11 0.81
01/07/2015 1.57 14 0.81
01/08/2015 1.68 15 0.8
Rearesion Kriain 01/10/2015 15 0.8 0.8
(Resi%uos e RL. vy 01/11/2015 1.49 1.2 0.82
auxiliares) 01/12/2015 1.52 1.1 0.74
01/01/2016 1.28 0.7 0.84
01/04/2016 1.27 0.8 0.78
01/07/2016 1.12 -0.1 0.84
01/08/2016 1.26 -0.5 0.78
01/09/2016 1.16 -1.3 0.84
01/10/2016 0.95 -0.5 0.89
01/11/2016 1.09 -0.6 0.87

01/12/2016 1.08 -0.5 0.87
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01/05/2017 1.23 -1 0.82

01/06/2017 1.32 0.5 0.81

01/07/2017 1.33 -0.9 0.83

01/10/2017 0.81 0.1 0.93

01/12/2017 0.69 0.1 0.94

Regresion Kriging 01/02/2016 1.26 0.3 0.8
(Residuos de RL- var.

auxiliares) 01/03/2016 1.09 0.1 0.8

01/12/2015 1.2 0.1 0.77

Regresion Kriging 01/03/2016 1.01 -0.4 0.81

(Residuos de RL- var. 01/06/2016 1.22 -0.2 0.79

auxiliares) 01/07/2016 1.13 0.1 0.83

01/08/2016 1.14 0.4 0.93
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