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Bogotá, Colombia
2019



Diseño y validación de un sistema de
procesamiento de imágenes para el
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Resumen
El flujo vehicular es una medida importante para diseñar estrategias de movilidad en ciudades como
configuración de semáforos, obras de ingenierı́a civil entre otras. Esta variable se puede determinar
a través de diferentes estrategias manuales y automáticas. Sin embargo, en algunas intersecciones,
como las rotondas, es difı́cil determinar la matriz de origen destino. En el caso de las estrategias
manuales, es difı́cil contar cada auto en una rotonda de tamaño mediano o grande. Por otro lado,
puede ser difı́cil desarrollar estrategias automáticas porque es necesario detectar, rastrear y contar
vehı́culos que cambian su posición dentro de la intersección. Este trabajo presenta un método de
conteo de vehı́culos para determinar el volumen de tráfico y la matriz de origen-destino para roton-
das, utilizando dos algoritmos principales, ”Viola-Jones”para la detección y .On-line Boosting”para
el seguimiento. El método se valida con una implementación aplicada a un video de vista superior
de una rotonda de gran tamaño. El video también procesa manualmente y finalmente se presentan
la comparación entre ambos resultados.

Palabras clave: Intersección, Rotonda, Matriz O-D, Detección, Seguimiento, Viola-Jones, On-line
Boosting.
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Abstract
Vehicular flow is an important measurement to design mobility strategies in cities such as traffic
light configuration, civil engineering works, and others. This variable can be determined through
different manual and automatic strategies. However, some street intersections, such as traffic cir-
cles are difficult to determine their origin-destination matrix. In the case of manual strategies, it is
difficult to count every single car in a mid to large-size traffic circle. On the other hand, automatic
strategies can be difficult to develop because it is necessary to detect, track and count vehicles
that change its position inside an intersection. This chapter presents a vehicle counting method
to determine origin-destination matrix for traffic circle intersections, using two main algorithms,
”Viola-Jones”for the detection and .On-line Boosting”for the tracking. The method is validated with
an implementation applied to a top view video of a traffic circle. The video is also processed ma-
nually and finally the comparison between both results is presented.

Keywords: Intersection, Traffic Circle, Matrix O-D, Detection, Tracking, Viola-Jones, On-line Boos-
ting.
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2.3.1 On-line Boosting . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
2.3.2 Kernelized Correlation Filter . . . . . . . . . . . . . . . . . . . . . . . . . 7
2.3.3 Median Flow . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
2.3.4 Multiple Instance Learning . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.3.5 Otros algoritmos relevantes de seguimiento . . . . . . . . . . . . . . . . . 8

2.4 Matrices O-D en intersecciones viales . . . . . . . . . . . . . . . . . . . . . . . . 8

3 Método propuesto 10
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1 Introducci ón

A medida que las ciudades en el mundo aumentan de tamaño, el tŕansito vehicular se hace cada
vez ḿas denso y la movilidad ḿas compleja, afectando la vida de millones de personas. Por este
motivo existe la necesidad de medir y modelar en tránsito por medio de la realización de estudios
que obtienen información primaria directamente de las v�́as. Esto es cr�́tico a la hora de la toma
de decisiones en el diseño de intersecciones, v�́as, seḿaforos, cruces peatonales, puentes, entre
otros, ya que sin un conocimiento previo y preciso de la cantidad de �ujo vehicular, dichos diseños
pueden no seŕoptimos.
El conteo vehicular es una herramienta que permite conocer con detalle el comportamiento de
la movilidad en las ciudades. Saber cuántos carros pasan por un punto determinado, as�́ como
su promedio de velocidad, ayuda a actualizar los modelos de tránsito vehicular. El ḿetodo ḿas
comúnmente usado para la obtención de esta información es el conteo manual de veh�́culos [1], no
obstante, este tiene problemas fundamentales, como errores signi�cativos de medición (debido a
la intervencíon humana), falta de trazabilidad, frecuencia baja en la toma de mediciones y costos
elevados. Adicionalmente, el problema se agudiza dependiendo del lugar donde se quieran obtener
las mediciones, por ejemplo, es más dif́�cil medir la cantidad de veh�́culos en una intersección que
en un segmento recto de v�́a.
A medida que la tecnolog�́a avanza, se han implementado métodos tecnológicos alternativos, que
permiten solucionar algunos de los inconvenientes explicados. De entre todas las tecnolog�́as emer-
gentes, se destaca el procesamiento de imágenes y la visión arti�cial, como alternativas que ganan
cada vez ḿas aceptación, debido a los errores reducidos, capacidad de validación, trazabilidad de
errores y capacidad de medir con mayor frecuencia y en más ubicaciones dentro de una ciudad
determinada. Los ḿetodos manuales y los recientes avances tecnológicos obtienen información en
v�́as rectas, pero comienzan a tener problemas en intersecciones donde se requiere obtener la ma-
triz de origen y destino (matriz O-D) [2]. La problemática se agudiza cuando se quieren analizar
intersecciones ḿas complejas, como por ejemplo rotondas. Dado el panorama anterior, se plantea
el siguiente problema:

¿Qué caracteŕ�sticas debe tener un sistema de procesamiento de imágenes para la medicíon
de �ujo vehicular en intersecciones?

En el presente trabajo se busca solucionar esta inquietud por medio de la implementación de un
método, que hace uso de algoritmos y tecnolog�́as del procesamiento de imágenes y de la vi-
sión arti�cial. Se desarrolla as�́, una solucíon de software que busca medir el �ujo vehicular en
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intersecciones (particularmente rotondas de gran tamaño), usando algoritmos de detección y de
seguimiento.
La distribucíon del presente trabajo es la siguiente, el cap�́tulo 2 presenta los antecedentes del pro-
blema planteado, el cap�́tulo 3 expone el ḿetodo usado en detalle, el cap�́tulo 4 describe el disẽno
del experimento que valida los resultados, los cuales se presentan en el cap�́tulo 5. Los caṕ�tulos 6
y 7 presentan respectivamente, la discusión de los resultados y las conclusiones obtenidas.



2 Antecedentes

A continuacíon se presenta el estado del arte del problema planteado en cap�́tulo 1. Dichos trasfon-
do se aborda desde dosópticas, la primera estudia la importancia de medir y modelar el comporta-
miento del tŕansito vehicular en las ciudades, y las herramientas actualmente usadas para obtener
la informacíon primaria requerida en dichos modelos, la segunda ilustra las tecnolog�́as actuales
más comunes para detectar y seguir objetos por medio del procesamiento de imágenes, lo anterior
justi�cado por el hecho de que la tecnolog�́a actual permite solucionar el problema planteado por
medios computacionales y sirviendo además de introducción a las herramientas que �nalmente se
usaron en la solución �nal. Partiendo de estas dosópticas, el presente cap�́tulo se organiza de la
siguiente manera, primero se presenta la importancia de los estudios de tránsito en la sección 2.1.
Luego en la sección 2.2, se analizan los sistemas y algoritmos más conocidos actualmente en la
tarea de la detección objetos. Posteriormente en la sección 2.3, se presentan algunos algoritmos
vigentes para el seguimiento de objetos. Finalmente en la sección 2.4, se presentan los antece-
dentes del problema central de este trabajo, es decir, la di�cultad de obtener la matriz de origen
y destino (matriz O-D) en intersecciones y rotondas, sobre todo cuando estas son de un tamaño
relativamente grande.

2.1. Antecedentes del problema desde la ingenier�́a de
tr ánsito

A continuacíon se resumen los antecedentes del problema desde el punto de vista de la ingenier�́a
civil y de tránsito y los estudios relacionados a estas disciplinas.

2.1.1. Importancia de modelar y medir el tr ánsito vehicular

A medida que el volumen de veh�́culos aumenta en las grandes ciudades, se hace necesario medir,
analizar, modelar y evaluar el tránsito vehicular, de tal manera que se pueda conocer con mayor
precisíon el comportamiento del mismo en las v�́as de las urbes modernas. Esto permite tomar
decisiones acertadas que contribuyan en el mejoramiento de la movilidad de millones de personas,
teniendo adeḿas un impactando signi�cativo en otros aspectos como el económico o el cultural
[3]. De esta manera, los modelos de tránsito in�uyen en el disẽno de v́�as, cruces peatonales, puen-
tes, intersecciones vehiculares, ajustes de los tiempos de los semáforos, entre otros [4].
La necesidad de modelar el �ujo vehicular, y de manera general el comportamiento del tránsito no
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es nueva, es un problema que ha sido analizado desde los años 50, cuando se propusieron mode-
los mateḿaticos que hać�an una analoǵ�a entre el �ujo vehicular y el movimiento de part�́culas en
�uidos [5]. Desde entonces el tema se ha estudiado y debatido de manera exhaustiva. Sin embargo
es necesario para evaluar y contrastar con la realidad, recopilar información en entornos reales, ya
que sin dicha información no hay manera de validar los resultados teóricos. Esta toma de infor-
macíon implica a su vez un reto, el cual ha sido abordado de diversas formas. A continuación se
resaltan las ḿas relevantes.

2.1.2. Herramientas comunes usadas para obtener informaci ón
primaria

Dentro de los ḿetodos ḿas usados se tiene el aforo manual, en el cual personal capacitado se ubica
en las v́�as o intersecciones para contabilizar veh�́culos[6]. Este ḿetodo, no obstante, es costoso
y no se realiza con regularidad, además los conteos manuales son susceptibles al error [1]. Otras
alternativas reemplazan al ser humano con contadores automáticos como sensores neumáticos, sen-
sores infrarrojos, o lazos de inductancia, todos instalados en la v�́a [1]. Estas alternativas reducen
el error inducido por el ser humano, pero son costosas, además requieren de tiempos adicionales
para la instalación y suelen ser invasivas con el entorno dónde se las requiere.

2.1.3. Alternativas tecnol ógicas para obtener informaci ón

Alternativas ḿas so�sticadas para el conteo de veh�́culos incluyen el uso de plataformas basadas
en sistemas de localización comoGPS(Global Positioning System) [7] oVANETS(Vehicular Ad-
Hoc Network) [8], las cuales permiten conocer con precisión y en tiempo real la ubicación de los
veh́�culos en v́�as e intersecciones as�́ como almacenar su recorrido, con lo cual tras juntar datos
de una cantidad signi�cativa de automotores, se obtiene un modelo preciso del �ujo vehicular. Sin
embargo, aunque parecen soluciones ideales, aún est́an lejos de ser una realidad, ya sea por costos
elevados, falta de voluntad pol�́tica, falta de integración de tecnoloǵ�as, di�cultades t́ecnicas, fallas
de seguridad, entre otros [9].
Otra alternativa tecnológica cada vez ḿas aceptada, es el conteo vehicular por medio de video,
para la cual existen dos enfoques. Uno consiste en grabar video en el sitio de interés, para poste-
riormente analizarlo de manera manual [1]. Este enfoque sufre de inconvenientes similares al caso
del conteo manual en sitio, pero cuenta con trazabilidad de errores y validación de resultados. La
otra alternativa es el conteo automático por medio de procesamiento de imágenes, el cual a medida
que la tecnoloǵ�a avanza, se hace cada vez más coḿun. A continuacíon se hace un resumen de
los métodos ḿas relevantes en el campo del procesamiento de imágenes y la visión arti�cial, que
pueden ser usados para el conteo vehicular.
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2.2. Detecci ón de objetos por medio de procesamiento
de im ágenes

A continuacíon se presentan algunos de los algoritmos relevantes en elárea de la detección de
objetos por medio de procesamiento de imágenes.

2.2.1. Viola-Jones

El algoritmo propuesto por Viola-Jones [10], fue el primero en ofrecer tasas de detección competi-
tivas en tiempo real. Consiste en aplicar caracter�́sticas HAAR [11], ćomo clasi�cadores primarios
que evaĺuan diferencias de intensidad de luz entre regiones de la imagen. Una caracter�́stica HAAR,
es insu�ciente como clasi�cador, pero a partir de un conjunto de estas, se puede obtener un clasi�-
cador d́ebil, con una tasa de acierto poco superior al 50 %. Sin embargo si se juntan varios de estos
últimos en un clasi�cador en cascada, la tasa de acierto mejora signi�cativamente. Para obtener las
mejores caracter�́sticas HAAR y los mejores clasi�cadores débiles que conforman el clasi�cador
en cascada, se ejecuta un entrenamiento por medio del algoritmo Adaboost [12].

2.2.2. Otros algoritmos para detecci ón

El problema de la detección se ha abordado de manera similar a la de Viola-Jones, buscando pro-
piedades del objeto que se desea detectar y que le permitan distinguirlo de un entorno, para as�́
entrenar clasi�cadores robustos por medio de algoritmos de aprendizaje de máquinas (no nece-
sariamente con Adaboost). De esta manera, otros autores han propuesto enfoques en los que se
extraen otras propiedades de la imagen. Ejemplos notables son las caracter�́sticas LBP (local Bi-
nary Patterns) [13], las HOG (Histogram of Oriented Gradients) [14], las cuales han sido usadas
de manera exitosa en la detección de peatones [15]. En este mismo problema se han usado con
éxito las ICF (Integral Channel Features) presentadas por Dollár et al. [16]. Otro ejemplo son las
caracteŕ�sticas SIFT (Scale-invariant feature transform) [17], usadas en detección de rostros [18].

2.2.3. Redes neuronales usadas en la detecci ón de objetos

Las ANN (Arti�cial Neural Networks) son sistemas computacionales, que han adquirido en los
años recientes mucha atención y aceptacíon, por su desempeño en una amplia variedad de pro-
blemas, que van desde clasi�cación o prediccíon, hasta reconocimiento del habla, o diagnóstico
médico [19]. Desde luego el procesamiento de imágenes no ha escapado al impacto de las redes
neuronales, en este campo han mostrado versatilidad en la detección y clasi�cacíon de objetos. Por
ejemplo OverFeat [20], es un framework que permite entrenar y adaptar redes neuronales convolu-
cionales (CNN, Convolutional Neural Networks) para la detección de objetos. Otro ejemplo es el
método Fast R-CNN (Fast Region-based Convolutional Neural Network) propuesto por Girshick
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[21]. Porúltimo se destacan los progresos alcanzados por arquitecturas como RetinaNet [22], YO-
LO [23] y YOLOv3 [24], las cuales no sólo pueden detectar y clasi�car objetos con altas tasas de
éxito, sino que adeḿas logran un rendimiento que en algunos casos lo hacen en tiempo real.

2.3. Seguimiento de objetos por medio de
procesamiento de im ágenes

A continuacíon se presentan algunos de los algoritmos relevantes en elárea del seguimiento de
objetos. Vale la pena destacar que todos los algoritmos de detección mencionados tienen dos fases,
una primera de inicialización, donde se requiere conocer de antemano la posición inicial del objeto
a rastrear, y posteriormente la fase de seguimiento, donde el algoritmo actualiza la posición del
objeto en cuestión en cada fotograma.

2.3.1. On-line Boosting

Conocido como On-line Boosting o simplemente boosting, este algoritmo de seguimiento fue pro-
puesto por Grabner et al. [25] en el 2006. En la inicialización, el algoritmo crea un modelo a partir
de una muestra positiva (el objeto en su posición inicial) y varias muestras negativas (el entorno que
le rodea) por medio de Adaboost. En los pasos posteriores el modelo va agregando más muestras
positivas y negativas del objeto y de su entorno para adaptarse a cambios y robustecer el modelo.

2.3.2. Kernelized Correlation Filter

El algoritmo Kernelized Correlation Filter conocido simplemente como KCF fue propuesto por
Henriques et al. en el 2015 [26]. La idea básica consiste en estimar un �ltróoptimo de iḿagenes
(llamado �ltro de correlacíon) de tal manera que ante una imagen de entrada se produzca una
respuesta deseada, es decir, una distribución normal con centro en el objetivo. En la inicialización
se entrena el modelo con un set creado a partir de traslaciones espaciales del objetivo. El modelo
se actualiza con cada fotograma para adaptarse a cambios del objeto y del entorno.

2.3.3. Median Flow

Median Flow fue propuesto en el 2010 por Kalal et al. [27], y es un algoritmo que funciona bien
cuando el movimiento es lento y predecible. Se basa en la idea de predecir el movimiento a futuro,
compaŕandolo con el registro de la trayectoria previamente almacenada. Con cada fotograma se
reduce el error entre predicción y registros pasados. No es un algoritmo que deba ser usado en
distancias de seguimiento largas, o con objetos de trayectorias cambiantes.
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2.3.4. Multiple Instance Learning

En el 2016 Wang et al. [28] propusieron otro algoritmo de seguimiento llamado Multiple Instance
Learning (MIL). La idea b́asica de MIL es similar a la de On-line boosting, pero en lugar de una
muestra positiva y varias muestras negativas para obtener el modelo, MIL hace uso de “bolsas”
de muestras. Śolo una de estas bolsas contiene varias muestras positivas del objetivo. Según los
autores, gracias a esto se cuenta con una mayor variabilidad para escoger las caracter�́sticas que
mejor describen la imagen.

2.3.5. Otros algoritmos relevantes de seguimiento

Algunos otros ejemplos de algoritmos relevantes para el seguimiento de objetos son, Channel and
Spatial Reliability Tracker (CSRT) [29], Tracking, Learning and Detection (TLD) [30], Minimum
Output Sum of Squared Error (MOSSE) [31] y Generic Object Tracking Using Regression Net-
works (GOTURN) [32].

Figura 2-1: Ejemplo de una intersección de cuatro entradas y cuatro salidas. Se puede apreciar la
correspondiente matriz O-D.

2.4. Matrices O-D en intersecciones viales

Muchas de las tecnolog�́as mencionadas en la sección 2.1, sońutiles para contar veh�́culos y sacar
promedios de velocidades en v�́as rectas. No obstante, a la hora de analizar una intersección, el
problema se hace ḿas complejo, porque en estudios de tránsito se desea conocer la matriz O-D de
la misma [2]. Dicha matriz se obtiene tras contabilizar por donde entran y salen los veh�́culos en la
interseccíon. Aś� para una intersección como la de la de la �gura2-1, con cuatro entradas y cuatro
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salidas, existen dieciséis posibles combinaciones, cada una con un conteo vehicular independiente.
Por ejemplo, si un veh�́culo entra por A y sale por 4, se contabiliza en la posición correspondiente
a la cuarta columna y la primera �la.
Esta matriz es crucial para los estudios de tránsito, pero normalmente es dif�́cil de obtener. Algunos
aforos manuales pueden enfocarse en el estudio de intersecciones, de tal manera que se ubica
personal para que contabilice veh�́culos en las entradas y salidas, esta información se complementa
con aproximaciones matemáticas y se obtiene una aproximación de la matriz O-D real [33], no
obstante esta aproximación tiene un error el cual se incrementa conforme la intersección es ḿas
grande y compleja. El presente trabajo se concentró en superar estas limitantes, de tal manera que
fuese posible conocer de manera precisa la matriz O-D de una glorieta de tamaño importante.
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El presente cap�́tulo describe el ḿetodo usado para afrontar el problema planteado. Fue necesario
antes de esto, decidir sobre varios aspectos relevantes de la solución. Por esto en la sección 3.1,
se presenta una discusión sobre la relevancia de la posición de la ćamara en la toma de videos
de muestra y al �nal de la misma se revela la decisión por la cual se optó. En la seccíon 3.2, se
discuten dos ḿetodos alternativos que permiten dar solución al problema y se revela cuál fue el
seleccionado. Finalmente en la sección 3.3, se da una descripción detallada de dicho ḿetodo.

3.1. Posici ón de la c ámara

La posicíon de la ćamara es una variable fundamental que afecta fuertemente el subsecuente desa-
rrollo de la solucíon, por lo que es imperativo tomar una decisión sobre la posición en la que se
grabaŕan los videos de muestra. Inicialmente se consideró grabar video desde una posición diago-
nal, a una altura de 3 a 4 metros y con unángulo de la ćamara respecto a la horizontal de entre
20� y 45� . Esto se ilustra en la3-1(a), y la �gura 3-1(b) muestra un fotograma estándar del video
obtenido con dicha con�guración. Las ventajas son las siguientes:

Facilidad para la toma de video de muestra, una vez se dispone del montaje f�́sico adecuado.

Posibilidad de montar cámaras de distintas caracter�́sticas y tamãnos.

Larga duracíon del video para el posterior análisis, limitadaúnicamente por la capacidad de
almacenamiento o la fuente de energ�́a de la ćamara.

Sin embargo as�́ mismo se presentan algunas desventajas importantes, las cuales se resumen a
continuacíon:

Se requieren varias cámaras (instalaciones), para poder obtener la matriz O-D de una sola
interseccíon, ya que cada cámara śolo puede por lo general abarcar la trayectoria de los
veh́�culos en una de las entradas. Si la intersección tiene cuatro entradas, se necesitan 4
cámaras para el análisis.

La altura a la cual se instala la cámara limita el tamãno máximo de la intersección que puede
analizarse. Intersecciones grandes requieren de alturas mayores desde las cuales tomar el
video. En el caso particular de las rotondas, es bastante dif�́cil encontrar un punto de vista
óptimo que cubra completamente cada uno de los posibles trayectos vehiculares.
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Figura 3-1: Se puede apreciar en (a) la disposición de la ćamara para la toma de muestras de
video con un enfoque diagonal. En (b) se muestra una imagen t�́pica obtenida con este
enfoque.

Si la altura requerida es signi�cativa, el montaje f�́sico propuesto en la �gura3-1(a) no es
seguro. Se depende entonces de instalaciones en edi�caciones cercanas, lo cual no siempre
es viable, ya sea porque estas no existen o porque no se otorgan los permisos necesarios para
realizar las tomas de video.

Las tomas cońangulos diagonales son más susceptibles a padecer de re�ejos del sol a ciertas
horas del d́�a, lo cual podŕ�a ocasionar problemas.

Se padece continuamente del fenómeno de oclusión, es decir, es coḿun que algunos veh�́cu-
los pasen por delante de otros, di�cultando su seguimiento [34].

Se sufre el feńomeno de cambio de formas, es decir, un mismo veh�́culo que por ejemplo
hace un giro, desde el punto de vista de la visión arti�cial, aparece primero como un objeto
y a medida que gira, cambia completamente para transformarse en algo diferente. Para los
algoritmos de tratamiento de imágenes y de visión arti�cial este feńomeno es un reto[34].

Lo anterior supone, ḿas desventajas que ventajas, por lo que se consideró hacer el ańalisis con una
vista desde encima (top), lo cual es viable mediante el uso de la tecnolog�́a de drones. Un ejemplo
de una toma áerea top, se aprecia en la �gura3-2. Esto supone las siguientes ventajas:

El problema de oclusión se reduce signi�cativamente, los carros no se pueden ocultar entre
ellos, no obstante puede haber oclusión debido a objetos como puentes oárboles.
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Figura 3-2: Muestra de video tomada desde arriba (enfoque top). Se ilustra una rotonda de Bogotá
grabada con la ayuda de un dron.

Ya no se presenta el cambio de forma. En lugar de este, se presenta rotación de veh́�culos a
medida que avanzan en la intersección. Este feńomeno es ḿas f́acil de tratar en comparación
al cambio de forma mencionado anteriormente.

Se tiene control sobre la altura de vuelo del dron y por consiguiente es posible analizar
intersecciones de distintos tamaños, desde las ḿas pequẽnas hasta rotondas de tamaños im-
portantes.

No se depende de edi�caciones cercanas, virtualmente cualquier intersección puede ser ana-
lizada.

El fenómeno de los re�ejos directos causados por el sol se reduce de manera signi�cativa,
ya que es ḿas dif́�cil captarlos cuando las tomas se hacen desde arriba.

La matriz O-D puede obtenerse con un sólo dron, no es necesario hacer uso de varias cáma-
ras.

No obstante se consideran también las siguientes desventajas:

Sólo drones de mediana y alta gama pueden volar con la su�ciente estabilidad para que el
video pueda ser analizado. Esto implica unos costos mucho mayores en comparación de una
cámara est́atica instalada diagonalmente.
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Aún con drones costosos, es imposible reducir a nulidad las perturbaciones propias del vuelo,
por lo que la solucíon debe considerar ser robusta a movimientos (sutiles) del dron.

La duracíon de los videos se limita debido a la autonom�́a de vuelo del dron, en general no
se esperan videos de más de 30 minutos. No obstante existen alternativas que pueden ayudar
a prolongar el tiempo de captura, como el uso de tethering1, de dirigibles2 y la alternancia
sincronizada de drones.

No se puede usar una alta variedad de cámaras para la grabación de video, esta queda limi-
tada a la capacidad de carga del dron.

Tras el anterior ańalisis se opta por enfrentar el problema con un enfoque de video desde una vista
desde arriba (top).

3.2. Dos m étodos alternativos

A continuacíon se presentan dos métodos para afrontar el problema de el análisis de �ujo vehicular
en intersecciones. El primero consiste en la detección y seguimiento en un solo algoritmo. El
segundo consiste en la detección y seguimiento con algoritmos independientes. La �gura3-3ilustra
los diagramas de �ujo que resumen cada uno de estos enfoques.
En ambos casos es necesario primero establecer unas condiciones iniciales, como por ejemplo,
de�nir las zonas de origen y destino por donde los veh�́culos entran y salen de la intersección, o el
tamãno promedio de los veh�́culos a analizar, luego en un bucle se captura y analiza cada fotograma
del video de entrada de manera secuencial. Luego de estos pasos el procedimiento cambia según
el método usado.

3.2.1. Detecci ón y seguimiento en un solo algoritmo

Esta alternativa implementa un algoritmo de detección robusto, capaz de capturar veh�́culos en todo
el fotograma y en todas las posiciones o con cualquierángulo de rotación. Una vez superado este
primer reto, se correlacionan las detecciones halladas con las detecciones del anterior fotograma,
de tal manera que las que aparezcan cerca se tomen como actualizaciones de posición, completando
aś� la etapa de seguimiento. Las detecciones que se acerquen a las zonas de origen se etiquetan de
manera acorde, para conocer su procedencia (creación del veh́�culo en la intersección). Finalmente
tras la actualización de la posicíon, aquellos veh́�culos etiquetados que entren en alguna zona de
destino se consideran conteos �nalizados, dando paso a la correspondiente actualización de la
matriz O-D, lo anterior se ilustra en la �gura3-3.(a).

1Elistar, the Tethered Drone Company. Url:https://elistair.com/
2Airship Solutions, Aerial Filming/Video. Url:airship.com.au
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Figura 3-3: Se ilustran los diagramas de �ujo de los distintos métodos propuestos, (a) ilustra la
solucíon que depende de un algoritmo de detección robusto, (b) ilustra una segun-
da opcíon en la que se dependen de dos algoritmos independientes entre s�́, uno de
deteccíon y otro de seguimiento.

3.2.2. Detecci ón y seguimiento con algoritmos independientes

Como se puede apreciar en la �gura3-3.(b), se presenta el diagrama de �ujo de un segundo método.
En este caso, se hace una detección debajo consumo computacional, en elárea de�nida en las
zonas de origen. Esto es opuesto al caso anterior, donde la detección se ejecuta en elárea completa
del fotograma. Una vez detectados nuevos veh�́culos, un algoritmo especializado de seguimiento
actualiza las posición de cada uno en su trayectoria dentro de la intersección hasta que �nalmente
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se alcanza una zona de destino, con lo cual se actualiza la matriz O-D.

3.2.3. Comparaci ón entre los dos m étodos planteados.

Se resumen a continuación las ventajas y desventajas de cada método.

Método 1: Ventajas

Al depender de un śolo algoritmo, la implementación es ḿas sencilla, y todos los esfuerzos
pueden concentrarseúnicamente en re�nar, y robustecer el proceso de detección.

Si la deteccíon es robusta, el seguimiento también lo es. Las tasas de error tanto del se-
guimiento como de detección se ven reducidas de manera conjunta ante una mejora en el
algoritmo global de detección.

Método 1: Desventajas

El algoritmo de detección debe estar en capacidad de capturar veh�́culos en cualquieŕangulo
de rotacíon.

El algoritmo de detección debe trabajar sobre el fotograma completo. Esto puede impactar
de manera negativa en el rendimiento de la solución, e incluso hacerla inviable (sobre todo
para resoluciones de video altas como Full HD o superiores).

Trabajar en el fotograma completo puede ocasionar que el algoritmo de detección sea sus-
ceptible a arrojar una tasa elevada de falsos positivos.

El set de entrenamiento para un algoritmo robusto de detección capaz de distinguir diversos
ángulos de rotación debe ser enorme.

Método 2: Ventajas

El algoritmo de detección no debe trabajar sobre el fotograma completo, las zonas de origen
(establecidas previamente por el usuario), sirven a su vez como zonas de detección. Esto
reduce enormemente la cantidad de procesamiento requerida en la etapa de detección, y la
tasa de generación de falsos positivos.

Lo anterior permite trabajar indistintamente sobre resoluciones de video altas cómo Full HD
o superiores.

El algoritmo de seguimiento tampoco depende de la resolución del video, ya que normal-
mente śolo se examina el entorno más inmediato del objetivo rastreado.
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El set de entrenamiento requerido para detectar veh�́culos śolo requiere que estos se encuen-
tren en un śolo sentido. Esto reduce mucho tiempos de entrenamiento y tamaños del set de
datos.

Método 2: Desventajas

La implementacíon es ḿas compleja. Se depende ahora de dos algoritmos independientes.

Las tasas de error no se reducen de manera conjunta, cada algoritmo (detección y seguimien-
to) aporta sus propias tasas de error al resultado global.

El seguimiento debe ejecutarse de manera independiente a cada veh�́culo existente en un
momento dado, por lo que el rendimiento depende del �ujo vehicular, si este es alto, se
espera un rendimiento bajo.

A pesar del resumen anteriormente expuesto, laúnica forma precisa de saber cúal es la mejor
opción, es desarrollar ambas alternativas para poder hacer una comparación justa. Debido a la
inviabilidad de desarrollar dos soluciones para el mismo problema,se escogío el segundo ḿetodo,
sin olvidar que el ḿetodo 1 fue descartado arbitrariamente y bien podr�́a ser objeto de estudio en
otro contexto.

3.3. Descripci ón del m étodo propuesto

Algorithm 1 Versión detallada del diagrama de �ujo presentado en la �gura3-3.(b).

1: procedure MAIN

2: initialize originZones, destinationZones, vehicles, MatrixOD
3: loadinVideo
4: while truedo
5: get newframe from inVideo
6: if frame is null then
7: break
8: for eachoriginZone in originZones do
9: detectvehiclesonoriginZone on frame

10: for eachvehiclein vehicles do
11: trackvehicleand update its center
12: for eachdestinationZonein destinationZones do
13: if destinationZonecontainsvehicle then
14: deletevehiclefrom vehicles
15: updateMatrixOD
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El algoritmo 1 describe con mayor detalle que el diagrama de �ujo de la �gura3-3.(b)al método
escogido. Dicho algoritmo se puede dividir en las siguientes partes, las cuales se explicarán cada
una en las secciones 3.3.1 a la 3.3.4:

Inicialización y captura de fotogramas: De las l�́neas 1 a la 7 (Sección 3.3.1).

Deteccíon: Ĺ�neas 8 y 9 (Sección 3.3.2).

Seguimiento: Ĺ�neas 10 y 11 (Sección 3.3.3).

Actualizacíon de la matriz O-D y �n de la aplicación: Ĺ�neas 12 a la 15 (Sección 3.3.4).

3.3.1. Inicializaci ón y captura de fotogramas

En la inicializacíon, el usuario establece las condiciones iniciales de la aplicación. La informacíon
más relevante que este debe suministrar se describe a continuación:

Video de origen y de destino:El usuario debe de�nir la ruta del archivo de video que desea
analizar. Tambíen puede decidir si desea obtener un video de salida con el resultado del
ańalisis.

Zonas de origen:Una zona de origen demarca un punto de entrada a la intersección y es
donde se ejecuta el proceso de detección vehicular, seǵun lo indicado por el ḿetodo es-
cogido. Deben ubicarse paralelas a la v�́a, para lo cual el usuario debe de�nir unángulo
de rotacíon, aś� como el tamãno (ancho por alto) y la posición respecto al fotograma, esto
se ilustra en la �gura3-4(a).Bajo las condiciones de video de entrada (sección 4.1), estas
abarcan uńarea de entre 7k y 17k p�́xeles, que comparados con los 4.1M p�́xeles en cada
fotograma, se traduce en una reducción de 3órdenes de magnitud delárea efectiva en la que
se hacen las detecciones vehiculares, lo cual reduce de manera signi�cativa los recursos y la
cantidad de tiempo requeridos para esta tarea. La cantidad de zonas de origen que pueden
de�nirse en el video de entrada depende de las necesidades del usuario, no necesariamente
se requiere enmarcar todas las entradas de la intersección ya que hay escenarios donde sólo
se necesita conocer el �ujo vehicular de sólo una de estas. Vale la pena mencionar que el
usuario puede de�nir variaśareas de detección dentro de una zona de origen. Esto ayuda a
evadir obst́aculos que afectan al seguimiento como elárbol que se aprecia en la �gura3-
4(b). Si la zona de origen sólo contiene uńarea de detección, estos t́erminos pueden usarse
de manera indistinta, pero si contiene varias, hay que tener en cuenta que cada una detecta
veh́�culos de manera independiente, no obstante estos quedan etiquetados con el nombre de
la zona de origen a la que pertenece elárea de detección en cuestíon. Finalmente se hace
notar que cada zona de origen se corresponde con una columna en la matriz O-D.

Zonas de destino:Una zona de destino es un rectángulo no rotado que se debe ubicar en
las salidas vehiculares de la intersección. Cuando un veh�́culo cruza por alguna de estas, se
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determina que su recorrido ha concluido y se procede con la correspondiente actualización
de la matriz O-D. El usuario debe establecer de manera previa, el tamaño y la ubicacíon de
cada una de estas zonas. A diferencia de las zonas de origen, es obligatorio que el usuario
identi�que todas las posibles salidas y las demarque con una zona de destino. As�́ mismo, a
cada una de estas le corresponde una �la de la matriz O-D. La �gura3-5 ilustra la ubicacíon
de una zona de destino dentro de la intersección.

Tamaño de un veh́�culo est́andar en ṕ�xeles: Este paŕametro es requerido a lo largo de
distintas partes de la solución, como por ejemplo determinar lasáreas ḿ�nimas y ḿaximas
válidas en la etapa de detección o elárea de rastreo (sección 3.3.3). El usuario debe determi-
nar el tamãno promedio en ṕ�xeles de los veh́�culos.

Una vez establecidos los parámetros iniciales requeridos para el funcionamiento de la aplicación,
se inicia el lazo principal. Cada iteración en este lazo analiza un fotograma a la vez, de tal manera
que el video de entrada es examinado fotograma por fotograma de manera secuencial. La infor-
macíon obtenida al �nal del ciclo es necesaria para el inicio del siguiente (esto es particularmente
relevante en el algoritmo de seguimiento). Este proceso se repite hasta que alguna de las siguientes
cosas sucedan:

Fotograma nulo debido a que se alcanzó el �nal del video.

Fotograma nulo debido a corrupción del video.

Interrupcíon externa producida por el usuario (teclado).

Otro tipo de interrupcíon externa controlada (causada por el S.O, o por otros procesos).

Otro tipo de interrupcíon externa no controlada (por ejemplo fallo de energ�́a).

3.3.2. Detecci ón

Tras la captura de cada fotograma en el lazo principal, se ejecuta el primero de los dos pilares
centrales de la aplicación, la deteccíon. Es en este paso, donde se decide en cada zona de origen
en un momento dado, si hay o no veh�́culos. La relevancia de esta etapa es cr�́tica, ya que tasas de
deteccíon bajas, afectan los posteriores pasos de la aplicación y se traducen en matrices O-D poco
cercanas a la realidad. A continuación se presenta con detalle cómo se aplićo la deteccíon vehicular,
explicando primero la etapa de acondicionamiento y la validación de detecciones (algoritmo 2) y
posteriormente ćomo se uśo la deteccíon proporcionada por Viola-Jones.

Algoritmo de acondicionamiento para la detecci ón y de validaci ón de veh�́culos

La deteccíon se baśo en el trabajo de Viola-Jones, no obstante eran necesarios pasos adicionales
previos para acondicionar lasáreas de detección y pasos posteriores para la validación y depuracíon
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Figura 3-4: Zonas de origen de�nidas por el usuario. En la �gura (a) se aprecia el punto de origen
que es siempre la esquina superior izquierda relativa; el ancho (W) y el alto (H); el
ángulo de giro paralelo al sentido de la v�́a. La �gura (b) ilustra una zona de origen
particionada en variaśareas de detección. Aunque cadáarea detecta de manera inde-
pendiente, es importante anotar que los veh�́culos son etiquetados con el nombre de la
zona de origen.

de las detecciones. Para describir con detalle este proceso, se presenta el algoritmo 2, el cual se
describe con detalle a continuación.
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Figura 3-5: El usuario debe ubicar una zona de destino por cada salida de la intersección. Cada
una se identi�ca con una posición y un tamãno.

Algorithm 2 Acondicionamiento de las zonas de origen, ejecución de Viola-Jones, y posterior
validacíon y depuracíon de detecciones.

1: procedure SETUPNEWVEHICLES(detectionZone, frame, vehicles)
2: obtainrotatedROI from originZone on frame
3: use Viola-Jones cascade classi�er to getdetectionson rotatedROI
4: depuredetections
5: if detectionsnot null then
6: for eachdetectionin detections do
7: if detection not containsvehiclein vehicles then
8: create newvehiclein vehicles
9: set newvehiclevalidity to False

10: else
11: if detection containsvehiclein vehiclesandvehicleis not validthen
12: validatevehiclein vehicles
13: else
14: depurevehicles

L �́nea 1:El procedimiento recibe algunos parámetros de entrada, de los cuales los más relevantes
son:
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detectionZone:Es elárea de detección (ver seccíon 3.3.1) dentro de la la zona de origen que
se analizaŕa en un instante dado.

frame: Fotograma actual del video de entrada.

vehicles:Lista que contiene las instancias de todos los veh�́culos detectados hasta el momen-
to.

Figura 3-6: La �gura (a) muestra una zona de origen establecida por el usuario con unángulo de
rotacíon de 200� , respecto al eje X. La �gura (b), ilustra el ROI obtenido tras recortar
y rotar el fotograma respecto a dicha zona de origen.

L �́nea 2: En esta ĺ�nea se obtiene el ROI (region of interest) a analizar. Cómo se menciońo en la
seccíon 3.2.3, el ḿetodo escogido permite que el análisis de detección no se ejecute en el foto-
grama entero sino eńareas reducidas, lo cual disminuye signi�cativamente el tiempo de ejecución
y la tasa de generación de falsos positivos. No obstante se debe tener en cuenta que las zonas de
origen tienen uńangulo de rotación de�nido por el usuario, de tal manera que aparezcan paralelas
a la v́�a. Por esto es necesario girar la zona de origen para que se obtenga un ROI con unángulo
de giro igual a cero. Este giro se ilustra en la �gura3-6(a).El ángulo de giro es el inverso aditivo
del ángulo propio de la zona de origen, es decir, si el usuario estableció que una zona de origen
debe tener uńangulo de giro de 75� , el ROI se obtiene con un giro de -75� . Lo anterior tiene una
consecuencia importante, sólo se requieren iḿagenes de veh�́culos mirando en un sólo sentido en
las muestras positivas del set de entrenamiento, claramente lo anterior reduce de manera signi�ca-
tiva el tamãno del mismo. Por ejemplo si se tienen 500 muestras positivas de veh�́culos en un śolo
sentido, entrenar un clasi�cador robusto que sea capaz de detectar veh�́culos en 360 grados, podr�́a
implicar un aumento del set a 36000 imágenes, es decir 72 veces más (con una tolerancia en los
ángulos de rotación de 5� ).
L �́nea 3: En esta ĺ�nea, el clasi�cador en cascada de Viola-Jones ejecuta la tarea de detección
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vehicular. Debido a la importancia de esta parte de la aplicación, a continuacíon (ver subsección
”Viola-Jones para la Detección” ) se daŕan ḿas detalles de este proceso. De momento sólo es re-
levante mencionar que la detección arroja una lista de rectángulos referenciados a la ROI, donde
cada uno pertenece a una posible detección vehicular.
L �́nea 4: La l�́nea anterior no necesariamente arroja un rectángulo por veh́�culo. Es posible que
un mismo veh́�culo cuente con dos o ḿas detecciones. En esta l�́nea se ejecuta una depuración,
donde se comparan las intersecciones entre todas las detecciones encontradas. Si dos detecciones
comparten ḿas del 50 % deĺarea, se considera que ambas apuntan al mismo veh�́culo y una de
estas se elimina.
L �́neas 5 y 6:Una vez depuradas las detecciones, se itera sobre aquellas que persistieron a dicho
proceso.
L �́neas 7 a 9:Cada detección se compara con todos los veh�́culos existentes, si no se intersecta
con ninguno de estos, se crea un nuevo veh�́culo que áun debe validarse en fotogramas posterio-
res. Vale la pena resaltar, que para que esta comparación sea v́alida debe efectuarse un cambio de
coordenadas, ya que el marco de referencia de los veh�́culos es el fotograma, mientras que el de
las detecciones es el ROI.
L �́neas 10 a 12:Si la deteccíon se intersecta con algún veh́�culo no validado se incrementa un
contador interno del veh�́culo en cuestíon, cuando dicho contador alcanza un valor arbitrario (5
fotogramas para las pruebas realizadas), el veh�́culo se valida y pasa a ser seguido. De esta manera
en caso de que el algoritmo de detección genere un falso positivo, este proceso de validación ayu-
da a evitar que los mismos pasen a ser rastreados. Sin embargo esto conlleva a que la detección
vehicular deba ser ḿas exigente, obligando a su vez que el clasi�cador tenga que ser más robusto.
Si la deteccíon se intersecta con un veh�́culo previamente validado no pasa nada.
L �́neas 13 y 14:Se deben depurar aquellos falsos positivos que no fueron validados para liberar
recursos computacionales. Este proceso es similar a la validación, cada veh́�culo no validado tiene
un segundo contador que se incrementa cuando en un fotograma no hay detecciones. Si dicho con-
tador alcanza un valor arbitrario (10 fotogramas no necesariamente consecutivos, para las pruebas
realizadas), el falso positivo se elimina.
Finalmente vale la pena agregar que el procedimiento descrito por el algoritmo 2, se ejecuta una
vez porárea de detección en cada una de las zonas de origen. Si por ejemplo se tienen dos zonas
de origen, una de estas con dosáreas de detección y la otra con śolo una, el proceso se repetirá tres
veces en cada fotograma (ver partición de las zonas de origen enáreas de detección en la sección
3.3.1).

Viola-Jones para la detecci ón

Para usar Viola-Jones como herramienta de detección, fue necesario entrenar un clasi�cador (arqui-
tectura de clasi�cacíon en cascada), de tal manera que este sea capaz de reconocer a los veh�́culos
que cruzan por las zonas de origen. Antes de describir las caracter�́sticas del set de entrenamien-
to requerido para obtener dicho clasi�cador, primero vale la pena resaltar algunas conclusiones
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obtenidas de la experiencia adquirida durante la realización de varios entrenamientos:

Es deseable aumentar la cantidad y la heterogeneidad de las imágenes positivas.A mayor
cantidad de iḿagenes positivas, mejor es la capacidad de detección del algoritmo, adeḿas
es deseable que estas sean heterogéneas, es decir, incluir diversidad de fondos como asfalto,
cebras o sẽnalizaciones dibujadas en el piso, entre otras. También se debe agregar la mayor
variabilidad posible de formas y de colores.

El ancho y el alto de las iḿagenes son paŕametros sensibles.Es obligatorio que todas las
imágenes positivas del set de entrenamiento tengan el mismo ancho y alto, de tal manera
que la proporcíon se preserve siempre. Estas dimensiones deben escogerse acertadamente,
ya que un ancho y alto excesivamente grandes harán que sobréarea entre los bordes de la
imagen y el veh́�culo, haciendo que este pierda relevancia dentro del marco de la muestra
positiva, pero por el contrario si son muy pequeñas pueden truncar información.

El deseable usar un algoritmo de entrenamiento tipo Real Adaboost.Existen diversas va-
riaciones de clasi�cadores “boosted” [35], de entre las cuales se evaluaron las siguientes,
DAB (Discrete Adaboost), RAB (Real Adaboost) y GAB (Gentle Adaboost). En la sección
5.1 se muestran los resultados obtenidos de esta comparación, pero se puede anticipar que
RAB fue el que arroj́o mejores resultados.

Las imágenes positivas contienen veh�́culos orientados en una sola dirección. Como se
menciońo en la seccíon 3.3.1, cada zona de origen se rota de tal manera que queda siempre
ubicada en el sentido positivo del eje X del fotograma. As�́ mismo śolo es necesario que
el set de entrenamiento cuente con veh�́culos orientados en este sentido (3-7). Esto reduce
signi�cativamente la cantidad de muestras positivas requeridas para entrenar al clasi�cador.

Las muestras negativos deben incluir iḿagenes del entorno habitual.Generalmente se
enuncia que las iḿagenes negativas pueden incluir cualquier cosa menos los objetos que se
quieren detectar. Se encontró sin embargo que se obtienen mejores resultados cuando estas
incluyen porciones del fondo por el cual se desplazan los veh�́culos, teniendo cuidado, por
supuesto de no incluir nunca a los propios veh�́culos. En otras aplicaciones el fondo del
objeto a detectar puede ser incierto, pero para esta problema muchas formas aparecen de
recurrentemente en las v�́as por donde transitan los veh�́culos. Cebras, �echas, alcantarillas,
adoquines entre otras, son comunes no sólo en Colombia sino que en el mundo entero. Es
conveniente agregar estas formas al set de muestras negativo.

Teniendo en cuenta lo anterior, se describen ahora las caracter�́sticas del set de entrenamiento crea-
do. Se usaron 5 de los cerca de 44 minutos de video capturado, (ver sección 4.1) para crear un set
de 500 muestras positivas, todas orientadas hacia la derecha, es decir a cero grados respecto al eje
X del fotograma. Todas ten�́an una relacíon de aspecto 2 a 1. Sólo se usaron veh�́culos que estuvie-
sen contenidos en iḿagenes de 100 x 50 p�́xeles en el video original (sedanes y camionetas). En el
entrenamiento, las muestras positivas se redujeron a 50 x 25 p�́xeles (1250 ṕ�xeles cuadrados),área
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Figura 3-7: Algunas muestras positivas usadas en el entrenamiento. Todas ten�́an una resolución
de 50 x 25 ṕ�xeles (originalmente de 100 x 50) y estaban orientadas hacia la dere-
cha (0� respecto al eje X del fotograma). Se puede apreciar cómo algunas incluyen
sẽnalizaciones viales en el fondo, además hay variabilidad de colores y formas.

dentro de la cual existen 1'176'509 posibles caracter�́sticas HAAR, de entre las cuales Adaboost
escoge aquellas que mejor trabajo cumplen para la detección. Las muestras eran heterogéneas, con
fondos, formas y colores variables. La �gura3-7, ilustra algunas muestras positivas que se usaron
en el entrenamiento del clasi�cador.
Las muestras negativas, fue un conjunto de alrededor de 1600 imágenes que no conten�́an veh́�cu-
los. Se incluyeron fondos caracter�́sticos de v́�as y carreteras (con cebras, �echas de dirección o
sẽnalizaciones viales), pero desde luego sin veh�́culos.

Finalmente, se puede ilustrar y describir las caracter�́sticas del clasi�cador obtenido por medio
del entrenamiento. La �gura3-8 muestra algunas de las etapas del clasi�cador que se obtuvieron
resultado del proceso de entrenamiento3. Tambíen se puede apreciar las caracter�́sticas HAAR que
componen a dichas etapas.

Se puede apreciar que se obtuvo un clasi�cador en cascada de catorce etapas, cada una con un
promedio 4 a 5 caracter�́sticas HAAR. Este es el clasi�cador que se obtuvo con la arquitectura que
mejores resultados ofreció, “Real Adaboost”. La comparación con otras arquitecturas de clasi�ca-
dores se presenta en la sección 5.1.

3OpenCV:opencv visualisation . Herramienta para visualización de clasi�cadores y caracter�́sticas HAAR.
Url: https://github.com/opencv/opencv/tree/3.3.0/apps/visualisation
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Figura 3-8: Algunas etapas del clasi�cador obtenido, cada una con sus correspondientes carac-
teŕ�sticas HAAR.

3.3.3. Seguimiento

Este es el segundo pilar central de la aplicación. Cada veh́�culo que ya ha sido debidamente detec-
tado y validado se rastrea hasta que alcanza alguna de las zonas de destino de�nidas por el usuario.
En cada fotograma se actualiza la posición del centroide del veh�́culo, de tal manera que se pueda
determinar por donde saldrá para actualizar as�́ la matriz O-D. El seguimiento deber�́a idealmente
tener las siguientes caracter�́sticas:

Capacidad de seguimiento ḿultiple. Debe ser posible rastrear un número indeterminado
de veh́�culos. Aunque se presume que a mayor cantidad de �ujo vehicular, mayores recursos
computacionales se deben consumir, no debe existir l�́mite máximo de veh́�culos a rastrear.

Exacto. Se requiere que la actualización en cada fotograma del nuevo centroide sea muy
exacta, es decir, que esté siempre lo ḿas cerca posible al centroide real. En las condiciones
del video, 1 metro equivale a 8 p�́xeles aproximadamente, por lo que máximo se esperan
tolerancias de� 4 ṕ�xeles respecto al verdadero centroide.

Rápido. Idealmente, el algoritmo de detección debe realizar la actualización del centroide
rápidamente, ya que este proceso debe repetirse con cada veh�́culo dentro de la intersección
en cada fotograma. Para tener una idea, se puede suponer que el video de entrada tiene 24
fps, con lo cual se tiene entre fotogramas un tiempo de 1/2441.7 ms. Suponiendo que en
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un instante dado hay 30 veh�́culos en una intersección, el tiempo de rastreo por veh�́culo
no debe tardar ḿas de 1.3 ms (y esto sin sumar los tiempos de las demás rutinas de la
aplicacíon). Cumpliendo estas condiciones, el video podr�́a analizarse a una tasa de 1x, es
decir, una velocidad de análisis igual de ŕapida a la velocidad de reproducción. Mayor �ujo
vehiculares obliga a una velocidad de análisis mayor, lo cual a su vez implica un desempeño
del algoritmo de seguimiento proporcionalmente mayor.

Tolerante a perturbaciones y cambios.Las condiciones en las que se deben tomar los
videos para el ańalisis de intersecciones no son ideales. Movimientos en el dron o cambios
de luz repentinos pueden presentarse con facilidad. Por esto se requiere que el algoritmo
de seguimiento sea capaz de asimilar estos cambios, manteniendo el seguimiento de los
veh́�culos a pesar de que se presenten estas u otras perturbaciones.

Tolerante a altas densidades de �ujo de veh́�culos.En las intersecciones puede haber una
densidad de �ujo vehicular importante, sobre todo en horas pico, causando que los veh�́culos
est́en muy cerca los unos de los otros. Ante este escenario es deseable que el algoritmo de
seguimiento sea capaz de mantener su referencia, sin importar que veh�́culos similares estén
relativamente cerca.

Distancias largas.Hay intersecciones de tamaños considerables, como es el caso de las
rotondas. En este escenario es deseable que el algoritmo sea capaz de mantener la referencia,
a pesar de que la trayectoria seguida por el veh�́culos sea extensa (del orden de cientos de
metros), para lo cual no debe haber una acumulación de error apreciable que pueda causar
la pérdida del rastreo.

Capacidad de seguir veh́�culos con velocidades bajas.Hay muchas aplicaciones en las
que se quiere maximizar la capacidad de rastreo de tal manera que se puedan seguir objetos
que van a gran velocidad. Este no es el caso, por el contrario se espera que la velocidad
en general sea baja y esto supone un reto diferente. Se desea que el algoritmo no se vea
perjudicado por la quietud absoluta o por velocidades muy bajas. Mediciones ruidosas del
centroide, suponen un problema cuando el veh�́culo se encuentra estático. Se debe considerar
incluso el hecho de que haya casos en los que algún veh́�culo decida detenerse o se aver�́e en
medio de la intersección. No se debe perder la referencia en este escenario.

Resistente a la oclusíon. Finalmente se espera que el algoritmo sea capaz de seguir al
veh́�culo incluso si otro objeto se antepone a la cámara. Una de las motivaciones de ha-
ber escogido el ańalisis de intersecciones con una vista desde arriba tomada por un dron, fue
precisamente reducir el problema de la oclusión propio de otras posiciones de la cámara. No
obstante áun con una vista desde arriba, sigue existiendo el problema de la oclusión aun-
que en menor medida. Por ejemplo un puente peatonal o unárbol cuyas ramas sobresalen
sobre la v́�a pueden causar oclusión. Idealmente el algoritmo debe ser capaz de sortear esta
di�cultad.
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Se mencionaron varios algoritmos de seguimiento en la sección 2.3, sin embargo las pruebas se
realizaronúnicamente con los siguientes cinco:

Kernelized Correlation Filters (KCF)

Multiple Instance Learning (MIL)

Median Flow

Tracking-Learning-Detection (TLD)

On-Line Boosting

Aunque en la sección 5.2 se presentarán los resultados obtenidos tras comparar estos cinco algo-
ritmos, se puede adelantar que aquel que arrojó mejores resultados fue “On-Line Boosting”. As�́
que se explicaŕa brevemente el uso de este algoritmo en la aplicación. On-Line Boosting (al igual
que muchos otros algoritmos de seguimiento), tiene dos etapas, una de inicialización y otra de
ejecucíon. Estas se explican a continuación.

Inicializaci ón en seguimiento

La inicializacíon se ejecuta unáunica vez en cada veh�́culo, inmediatamente después de que este se
valida. El proceso consiste en crear un modelo a partir de una muestra inicial, la cual se obtiene de
unárea �ja de�nida (proporcional al tamãno del veh́�culo) y una posicíon inicial que se obtiene del
proceso de detección previo. Adeḿas de la muestra positiva, se obtienen varias muestras negativas
que buscan modelar el fondo del objeto, estas se obtienen sustrayendoáreas del mismo tamaño
a la muestra positiva y circundantes a la misma. Con esta información el problema adquiere un
enfoque de clasi�cacíon binaria en el cual se busca diferenciar entre el objeto y el fondo. La �gura
3-9 ilustra lo anterior. El modelo inicial se entrena en tiempo de ejecución, encontrando por medio
de Adaboost las caracter�́sticas HAAR, y los LBP (local binary patterns) que permiten diferenciar
con mayoŕexito el objeto del fondo.
El proceso de inicialización de On-Line Boosting es ḿas costoso en términos de tiempo de ejecu-
ción que la actualización de la posicíon del objetivo, esto se demostrará en la sección 5.4 (tabla
5-11).

Ejecuci ón del seguimiento

Posterior a la inicialización, a medida que van llegando nuevos fotogramas, el proceso de On-Line
Boosting se repite c�́clicamente, śolo que en lugar de entrenar un modelo completamente nuevo,
el algoritmo se encarga de actualizar el ya existente. Para esto, primero se evalúa el clasi�cador
actual, de tal manera que se obtiene una nueva posición del veh́�culo. Con esta posición se crean
nuevamente una muestra positiva y varias muestras negativas circundantes, con las cuales el mo-
delo se actualiza. Esto permite al algoritmo adaptarse a los cambios del fondo y del objeto que
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Figura 3-9: La posicíon inicial, conocida a partir de la detección del veh́�culo ayuda a conformar la
primera muestra positiva del modelo de clasi�cación binario. El fondo se modela con
muestras negativas obtenidas deáreas del mismo tamaño circundantes a la muestra
positiva.

est́a siendo rastreado. Este proceso se repite de manera recursiva con cada actualización de la po-
sición en cada fotograma, hasta que �nalmente el veh�́culo alcanza una zona de destino para ser
contabilizado en la matriz O-D.
Es importante destacar que para el caso concreto del problema, se usaronáreas cuadradas para ge-
nerar las muestras positivas y negativas en las que se basa la detección. El motivo de esto se explica
en el hecho de que los veh�́culos vistos desde arriba van girando, en torno a su eje Z (perpendicular
al suelo). Este giro aparece como un cambio de forma poco conveniente para formas rectangula-
res no cuadradas. Supongamos por un momento que un veh�́culo se detect́o en una posición de
cero grados respecto al eje X del fotograma. Si este veh�́culo gira 90� dentro de la intersección, el
rect́angulo inicial ya no abarcar�́a al veh́�culo en ś�, sino que abarcar�́a buena parte del fondo que
se desea evitar. Esto se ilustra en la �gura3-10. Aunque una posible solución a este problema ser�́a
replicar el giro del rect́angulo de seguimiento junto con el giro del veh�́culo, On-Line Boosting
no trabaja con rectángulos rotados. Por esto se decidió trabajar cońareas cuadradas y de tamaños
proporcionales al ancho del veh�́culo.

3.3.4. Actualizaci ón de la matriz O-D y �n de la aplicaci ón

Una vez los veh́�culos son detectados, validados y rastreados, se evalúa si alguno de estos ha
llegado a una de las zonas de destino establecidas por el usuario. Esto se logra evaluando si el
centroide actualizado de cada veh�́culo en la intersección se ubica dentro de alguna zona de destino.
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Figura 3-10: Se ilustra la diferencia entre unárea de seguimiento rectangular en la �gura (a) y una
cuadra en la �gura (b) El veh́�culo en elárea rectangular al principio calza perfecta-
mente, pero a medida que gira en la intersección se desajusta, lo cual causa errores
de rastreo. En el caso delárea cuadra, esto no sucede sin importar elángulo de giro
del veh́�culo.

De ser aś�, la matriz O-D se actualiza acorde a la procedencia del veh�́culo (de qúe zona de origen
proviene) y a la zona de destino a la cual llegó. Cada posicíon en la matriz O-D contiene un
contador que se incrementa según sea el caso. Adeḿas de este proceso, pueden agregarse algunos
otros ćalculos, como por ejemplo determinar velocidades promedio, para lo cual cada veh�́culo
lleva el conteo de los fotogramas que ha sido rastreado (tiempo) y la distancia que ha recorrido
(acumulando los ṕ�xeles recorridos). De esta manera puede obtenerse una matriz de promedio de
velocidades para cada posible combinación de zona de origen y destino. Porúltimo el veh́�culo se
elimina de la lista de ańalisis una vez concluye su recorrido dentro de la intersección, liberando
recursos del sistema. La imagen3-11ilustra la matriz O-D, con el conteo vehicular y el promedio
de velocidad, actualizada al fotograma 6503 en el video de salida obtenido del proceso de análisis
de la aplicacíon desarrollada.
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Figura 3-11: Matriz O-D obtenida hasta el fotograma 6503 del video de salida de la aplicación.
Se pueden apreciar el conteo vehicular y el promedio de velocidad de cada posible
combinacíon entre las cuatro zonas de origen versus las cuatro zonas de destino. Esto
arroja una matriz de 4 x 4.



4 Diseño del experimento

El presente cap�́tulo describe el disẽno del experimento que se llevó a cabo con el objetivo de
validar el resultado del análisis que arroja la aplicación desarrollada. En la sección 4.1 se resumen
las condiciones y caracter�́sticas del video que se capturó originalmente. Luego, en la sección 4.2,
se describe la con�guración del experimento que se llevó a cabo. Finalmente, en la sección 4.3,
se presentan las de�niciones de error y matriz de confusión usadas para consignar y resumir los
resultados obtenidos.

4.1. Condiciones y caracter�́sticas del video de muestra

Se tomaron cerca de 44 minutos de video (divididos en 3 partes de 12 minutos y otra de 8 minutos),
de los cuales se usaron 5 minutos para la construcción de las muestras positivas para el entrena-
miento del clasi�cador (sección 3.3.2) y 6 minutos y 15 segundos para el análisis y la validacíon.
Las condiciones y caracter�́sticas ḿas relevantes del video de muestra y de la ubicación escogida
son las siguientes:

Hora: Entre las 8:00 y las 9:00 (GMT -5)
Ubicación: 4.6594225,-74.0886375 (Glorieta de la carrera 60 con calle 63, Bogotá Colom-
bia)
Condiciones de luz:Luz de d́�a, parcialmente nublado
Flujo vehicular: Alto
Dimensiones yárea registrada: Aproximadamente 340 x 191 metros, que equivalen a
64940 m2

Resolucíon del video:2720 x 1530 ṕ�xeles
Relación metro ṕ�xel: 8 ṕ�xeles/m
Número de zonas de origen:4
Número deáreas de deteccíon: 6
Número de zonas de destino:4
Tamaño vehicular: 100 x 50 ṕ�xeles (reducida a 50 x 25 p�́xeles en entrenamiento)

A la hora en la que se toḿo el video, la ciudad de Bogotá áun se encuentra en hora pico, por lo que
el �ujo veh�́cular áun es intenso. En este punto de la ciudad y a la hora indicada la mayor�́a de los
veh́�culos se desplazan en el sentido norte sur y occidente oriente.
Vale la pena resaltar que las condiciones anteriormente descritas hacen que el análisis de la in-
terseccíon sea una tarea exigente, debido al tamaño y a la cantidad de veh�́culos en la misma. Si
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Caracter�́stica Valor
CPU Intel(R) Core(TM) i7-4500U CPU
Cores / Logical CPUs 2 / 4
RAM 8 GB
Disk HDD 1 TB
O.S Linux Ubuntu 16.04

Tabla 4-1: Caracteŕ�sticas del hardware donde se corrió la aplicacíon

la aplicacíon implementada funciona en estas condiciones, se espera que no tenga problemas con
intersecciones ḿas pequẽnas (siempre y cuando las condiciones de luz d�́a se mantengan, ya que
el problema cambia si se toma video nocturno).
La tabla4-1muestra las caracter�́sticas del hardware donde se ejecutaron los análisis.

4.2. Con�guraci ón del experimento

El experimento busca contrastar la realidad contra los resultados obtenidos por la aplicación desa-
rrollada. Para esto se proponen los siguientes pasos:

Inicializaci ón: Se escoge uno de los videos capturados para su análisis. La duracíon de este
es de 6 minutos y 15 segundos o 375 segundos, equivalentes a 9000 fotogramas. Luego el
usuario de�ne los paŕametros de inicialización (seccíon 3.3.1), zonas de origen y destino
(�gura 4-1), tamãno vehicular promedio (en p�́xeles), path del video de entrada y path del
video de salida.

Análisis: Se ejecuta la aplicación para obtener el video de salida. En este se visualizan y
actualizan los resultados del análisis en cada fotograma, de tal manera que se imprime infor-
macíon, como la identi�cacíon y el centroide de cada veh�́culo, ambos producto del proceso
de deteccíon y seguimiento, las zonas de origen y destino, el estado actual de la matriz O-D
(tanto conteos como promedios de velocidad) y algunos contadores globales. Las �guras4-1
y 4-2 ilustran lo anteriormente descrito. Además, paralelo a la ejecución, se usan herramien-
tas de software externas1, que permiten medir el uso de los recursos del sistema (CPU y
memoria RAM). Finalmente temporizadores2 implementados en la propia aplicación miden
los tiempos que tardan las distintas rutinas y esta información es almacenada en archivos de
texto para su posterior análisis.

1psutil: Libreŕ�a multiplataforma para monitorización de procesos y del sistema en Python. Url:https://
github.com/giampaolo/psutil

2chrono: Libreŕ�a de C++ para medición de tiempos de ejecución. Url: http://www.cplusplus.com/
reference/chrono/
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Validación del video de salida:Cuando el ańalisis termina, se procede a contabilizar ma-
nualmente el �ujo veh́�cular. Para validar la detección, se contabilizan todos los veh�́culos
que cruzaron por cada zona de origen. Cada veh�́culo contabilizado tiene dos atributos, uno
si era detectable (aquellos que cumplen el criterio de detección ćomo sedanes y camionetas)
o no detectable (buses, motos, camiones), otro si fue detectado o no detectado. Con esta
informacíon se puede construir una matriz de confusión (seccíon 4.3.1). En cuanto al segui-
miento, se han propuesto estrategias de evaluación como en Lehtola et al. [36], no obstante
una medicíon en cada fotograma para cada veh�́culo habŕ�a sido extenuante (teniendo en
cuenta que se rastrearon alrededor de 500 veh�́culos con aproximadamente 700 fotogramas
por cada uno), por lo que se propone usar las etiquetas en los veh�́culos del video de salida
como ayuda visual, para contabilizar aquellos cuyo seguimiento no fue exitoso durante toda
su trayectoria en la intersección (ver �gura6-1 en el caṕ�tulo 6) y compararlos con aquellos
que ś� completaron todo el recorrido.

Análisis de resultados:La informacíon recopilada en el paso anterior, se consigna en grá�-
cas, matrices y f́ormulas (sección 4.3), de tal manera que pueda ser debidamente analizada y
discutida.

Figura 4-1: Estado del video previo al análisis y la validacíon. Se pueden apreciar las zonas de ori-
gen denotadas como Z1, Z2, Z3 y Z4; as�́ como las zonas de destino denotadas como
A, B, C y D. Tambíen se puede apreciar en la parte inferior los contadores globales,
“FRAME” para fotograma actual del video, “Cars” para lo veh�́culos totales detec-
tados y “Counted” para los veh�́culos �nalizados. Finalmente en la parte superior se
aprecia la matriz O-D con el conteo vehicular y el promedio de velocidad, inicializa-
dos en cero en cada posición.
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