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1 Resumen

Las empresas comercializadoras de energia eléctrica contemplan dentro de su proceso de
planeacion estratégica el propdsito de maximizar sus rendimientos y brindar servicios con altos
estandares de calidad. Por lo tanto, continuamente estan en busqueda de una operacion mas
eficiente y rentable. El reto fundamental para este objetivo es minimizar las pérdidas de energia
gue corresponden a la diferencia entre la energia eléctrica generada y la que se factura
finalmente a los usuarios. Estas pérdidas son de dos tipos: i) técnicas, que se manifiestan como
parte de los fendmenos fisicos asociados a la transmision, transformacion y distribucion de la
energia; y ii) no técnicas, que estan asociadas a las intervenciones del ser humano que afectan
el funcionamiento normal del equipo de medida, o demas acciones que no permiten la correcta
facturacion del consumo de energia. La naturaleza de las pérdidas no técnicas hace que su
rastreo sea un proceso dificil e ineficiente, las soluciones propuestas por diversos autores se
han agrupado en tres categorias: la primera enfocada a implementacion de redes inteligentes
y sistemas de monitoreo constante; la segunda basada en analitica de datos y la aplicacién de
técnicas de aprendizaje computacional sobre informacion de los usuarios, redes y consumos
de energia; y la tercera, un enfoque mixto que toma elementos de ambos para la construccién
de una solucién completa analizando datos recopilados por redes de distribucion inteligente.
Este trabajo se abordd desde la perspectiva de la segunda categoria, el comercializador en
estudio dispuso de fuentes de informacidn que contenia datos del cliente, registros de toma de
lectura mensual, e inspecciones técnicas. Posterior a la construccion del conjunto de datos, se
analizaron los diferentes atributos numéricos y categoéricos principalmente y se crearon
caracteristicas adicionales denominadas meta-caracteristicas. Se emplearon dos algoritmos
para la seleccidn de las caracteristicas: Random Forest y mMRMR (Maxima relevancia, minima
redundancia), finalmente se realizd6 la implementacion de técnicas de aprendizaje
computacional supervisadas (Random Forest y Gradient Boosting) y no supervisadas
(Kmeans, Agglomerative y Spectral clustering). En este trabajo puede evidenciarse como la
seleccién de caracteristicas y la creacion de las meta-caracteristicas propuestas permitieron
un mejor desempefio de los modelos aplicados contrarrestando el efecto del desbalance entre
clases propio de la naturaleza del problema, la implementacién de la busqueda de parametros
Optimos usando el método de Grid Search y la aplicacion de validacion cruzada por K-Folds
contribuye de manera significativa a encontrar la mejor configuracion de desempefio de los
clasificadores y minimizar los errores de entrenamiento pasando de precisiones iniciales del
0,6 al 0,8 de precision promedio macro (Macro-average Precision). Para las técnicas no
supervisadas la naturaleza de los datos no permite una diferenciacion clara entre los grupos
obtenidos, por lo que ese enfoque no se considera apropiado para la solucion del problema,
en este caso se obtuvieron grupos bastante heterogéneos cuyos resultados se mantuvieron
inferiores a 0,06 de puntuacién de homogeneidad.

Palabras clave: Aprendizaje computacional, detecciéon de anomalias, inspecciones técnicas
de instalaciones eléctricas, pérdidas no técnicas de energia, consumo de energia, facturacion
mensual, comercializador, empresa comercializadora de energia.
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Abstract

Electric energy trading companies consider within their strategic planning process the purpose
of maximizing their yields and providing services with high quality standards. Therefore, they
are continually searching for a more efficient and profitable operation. The fundamental
challenge for this objective is to minimize energy losses, which correspond to the difference
between the electrical energy generated and the one finally billed to users. These losses are of
two types: i) technical, which are manifested as part of the physical phenomena associated with
the transmission, transformation and distribution of energy; and ii) not technical, that are
associated with human interventions that affect the normal operation of the media equipment
or other actions that do not allow the correct billing of energy consumption. The nature of non-
technical losses makes their tracking a difficult and inefficient process, the solutions proposed
by several authors have been grouped into three categories: the first focused on the
implementation of smart grids and constant monitoring systems, second based on data
analytics and the application of computational learning techniques on information from users,
networks and energy consumption, third, a mixed approach that takes elements of both to build
a complete solution by analyzing data collected by intelligent distribution networks. This work
was approached from the perspective of the second group, the marketer under study had
information sources that contained customer data, monthly reading records, and technical
inspections. After the construction of the data set, the different numerical and categorical
attributes were analyzed and additional characteristics called meta-characteristics were
created. Two algorithms are applied to select the most relevant characteristics: Random Forest
and mRMR (maximum relevance, minimum redundancy), finally the implementation of
supervised (random forest y gradient boosting) and unsupervised agglomerative y spectral
clustering) computational learning techniques were carried out. In this work it can be evidenced
how the selection of characteristics and the creation of the proposed meta-characteristics
allowed a better performance of the applied models, counteracting the effect of the imbalance
between classes typical of the nature of the problem, the implementation of the search for
optimal parameters using the Grid Search method and the application of cross-validation by K-
Folds contribute significantly to finding the best performance configuration of the classifiers and
minimizing training errors, going from initial precision of 0.6 to 0.8 Macro-average Precision. For
the unsupervised techniques, the nature of the data does not allow a clear differentiation
between the groups obtained, so this approach is not considered appropriate for solving the
problem. In this case, quite heterogeneous groups were obtained whose results remained below
0.06 homogeneity score.

Keywords: Computational learning, anomaly detection, technical inspections, non-technical
energy losses, monthly reading take, energy consumption, monthly billing energy trading
company.
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1. Introduccidén

Las peérdidas no técnicas (non technical losses — NTL en inglés) corresponden a aquel
fluido eléctrico que el comercializador de energia no puede facturar debido a errores en el
proceso de facturacion y la manipulacion o desgaste del equipo de medicién. Esta
problematica afecta a todos los comercializadores eléctricos del pais en proporciones
similares (ASOCODIS, 2018). Ante la necesidad de hacer eficiente el proceso de
comercializacion minimizando estas pérdidas, diversos autores han coincidido en la
implementacién de técnicas de aprendizaje computacional como una alternativa que
permite la identificacién de aquellos usuarios y factores que las originan (Glauner et al.,
2016).

Este trabajo tiene como propdésito aplicar y analizar los resultados de la implementacion de
los dos tipos de aprendizaje automético, supervisado y no supervisado, y valorar la
idoneidad de cada uno en el problema de interés. Esto se hizo mediante la aplicacion de
las técnicas Random Forest (Trevizan et al., 2015) y Gradient Boosting (Buzau et al., 2018)
para validar el enfoque supervisado y K-means (Monteiro & Maciel, 2018), Hierarchical
clustering (Boucetta et al., 2020) y Spectral clustering (Z. Wang et al., 2019) como parte de
métodos no supervisados. Estas técnicas fueron seleccionadas tomando como base los
diferentes estudios donde se han aplicado previamente de forma exitosa en problemas
afines de acuerdo a la revision del estado del arte y haciendo énfasis en el proceso de
operacién del comercializador y los resultados obtenidos. El conjunto de datos del estudio
se construyd con base en tres fuentes de informacion, en primer lugar, los datos del cliente
con informacién del usuario y equipo de medida, seguido de los registros de lectura
realizados para la facturacion mensual, y finalmente los resultados de inspecciones
técnicas para la verificacién de irregularidades. Como exploracién inicial se realiz6 un
andlisis estadistico de las variables y su relacion con la etiqueta de los datos, en la que se
determina si el usuario en cuestion presentd o no irregularidad, que contribuia a este tipo
de pérdida, y que para el presente caso de estudio correspondia a manipulaciones del
equipo de medida identificadas por el personal técnico o errores de lecturas realizados
durante el proceso de facturacion. Sin embargo, no se encontré un nexo claro entre las
variables analizadas y las etiquetas de los datos. Para contrarrestar esta dificultad que

afectaria el desempefio de los algoritmos implementados, se usaron dos técnicas para la
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seleccion de caracteristicas que permitieran identificar los atributos mas relevantes del
conjunto de datos y se crearon meta-caracteristicas adicionales que permitieran a partir de
los consumos de energia establecer una diferenciacion mas profunda de las clases dada
la dificultad del desbalance de clases propio del problema. La primera de las técnicas se
basé en el clasificador Random Forest y el valor de indice de Gini como métrica para
seleccionar las caracteristicas mas influyentes en los resultados del clasificador, y en
segundo lugar, se llevo a cabo la aplicacién del algoritmo mRMR (minima redundancia
maxima relevancia) en el cual se valoran las caracteristicas en funcién de su correlacion
con la etiqueta de clase y las demas variables del conjunto de datos, valorando mas
aquellas que estén mutuamente alejadas unas de otras y al mismo tiempo tengan una
mejor relacion con la variable de clasificacion (X. Wang et al., 2018). Finalmente se
probaron diferentes grupos de caracteristicas y se evaluaron los desempefios de cada una
de las configuraciones aplicadas en el proceso de busqueda de parametros 6ptimos. Como
método para la identificacion de los hiperparametros de los algoritmos se uso la busqueda
de cuadricula (Grid Search) por medio de una evaluacion de los modelos usando validaciéon
cruzada de K iteraciones (K=5). Como resultados se observé una mejora significativa en
la aplicacion de los algoritmos supervisados para un nimero reducido de caracteristicas.
Para esto se establecieron tres vectores de seleccion con magnitudes de 100, 50 y 25
caracteristicas, siendo estos ultimos los que mejores desempefios mostraron para los
algoritmos de clasificaciébn empleados. En cuanto a los algoritmos no supervisados se
empled el mismo criterio, pero no fue posible para ninguna de las implementaciones lograr
una medida de desempefio de homogeneidad considerable, i.e. que los datos fueran en
su mayoria de la misma clase en los grupos obtenidos automaticamente. Es interesante
ver el comportamiento de los clasificadores en funcién del nUmero de caracteristicas, en
las cuales se vio un notable incremento en el desempefio, tomando como métrica de
referencia la precision promedio macro (Macro-average Precision). Cabe destacar que
mientras las caracteristicas originales de las lecturas de energia fueron descartadas por
los algoritmos de seleccion, las meta-caracteristicas generadas a partir de esas si fueron
importantes para la clasificacion por lo que su integracion definitivamente aporté una

mejora significativa al rendimiento de los modelos aplicados.
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1.1 Definicion del problema

La operacion de los procesos de monitoreo, facturacion y control de energia se realizan de
una forma manual. Para mejorar la productividad a través de la incorporacion de nuevas
tecnologias al sector, seria necesario realizar una gran inversion (José et al., 2016).
Ademds, es de vital importancia considerar que las pérdidas no técnicas de energia,
siempre estaran ligadas al contexto del negocio, ya sea por razones culturales o
sociodemograficas, por lo cual es necesario el uso de medidores inteligentes, y aun asi,
ello no es garantia para disminuirlas si no se da el tratamiento adecuado a la informacién
generada (Buzau et al., 2018; Yip et al., 2018). Actualmente, las cifras de pérdidas no
técnicas se mantienen sobre el 10% (ASOCODIS, 2014; Ministerio de Minas y Energia et
al., 2011), y la identificacion de anomalias de consumo se realizan por medio de la visita
de un técnico en sitio. Esta situacion ocasiona un incremento en los costos de la operacion
(Monedero et al., 2009), desde el analista que identifica los consumos irregulares hasta el
namero de visitas no efectivas que finalmente se realizan. Hoy en dia son pocas las
empresas de servicios publicos que aprovechan los activos de informacion de los que
disponen para abordar la deteccion de estas anomalias de formas mas eficientes (Puri,
2018).

Para (Messinis & Hatziargyriou, 2018), las técnicas basadas en aprendizaje computacional
ofrecen mejor relacion costo-beneficio en comparacion con otros modelos para la
determinacién de NTL basados en redes o esquemas hibridos, siempre que se garantice
el ajuste adecuado que permita al algoritmo ser lo bastante preciso como para minimizar
el namero de visitas técnicas de verificacion con resultado de revision normal. Por
consiguiente, para minimizar ese problema de NTL de energia, se propone responder la

siguiente pregunta de investigacion:

¢, Como identificar los clientes que ocasionan NTL de energia en redes distribucion de baja
tensibn usando modelos orientados a datos para una empresa comercializadora de

energia en Colombia?
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1.2 Objetivos

1.2.1 Objetivo general

Disefiar un algoritmo para la deteccién de clientes sospechosos de pérdidas no técnicas
de energia en redes de distribucion de baja tension, basado en métodos de aprendizaje

computacional para un comercializador de energia eléctrica en Colombia.

1.2.2 Objetivos especificos

e Preparar el conjunto de datos relacionado con la poblacién de clientes del

comercializador de energia basado en la disponibilidad y calidad de la informacion.

e Seleccionar los métodos de aprendizaje computacional para las tareas de agrupacion
y de clasificacion de clientes, que incluyan condiciones de operaciéon similares a las
gue presenta el comercializador de energia en estudio y que sean las mas

referenciadas en la literatura o empleadas en trabajos similares.

¢ Implementar los métodos de aprendizaje computacional seleccionados para las tareas

de agrupacion y clasificacién de clientes en sospecha de contribuir a NTL.

e Comparar los resultados de estimacion computacional con inspecciones técnicas

realizadas en el mes posterior al periodo de muestra.
1.3 Contribuciones y productos académicos

1. Repositorio implementacion de algoritmo de clasificacion:
Corresponde a los scripts elaborados en Python para los diferentes procesos de
depuracioén y ajuste del conjunto de datos, modelos de busqueda de parametros
basados en Grid Search, la implementacién de los modelos de clasificacion y
calculo de las métricas respectivas.
Ruta:
https://drive.google.com/drive/folders/1viM6juln1HMIWIzOLimwcRKD1IBxzJ
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2. Repositorio implementacion de algoritmos de agrupamiento:
Corresponde a los scripts elaborados en Python para los diferentes procesos de
depuracion y ajuste del conjunto de datos, seleccion de caracteristicas mas
relevantes obtenidas previamente del repositorio anterior, la implementacion de los
modelos de agrupamiento y el calculo de las métricas respectivas.
Ruta:
https://drive.google.com/drive/folders/1Fgr4dVOFuf-QUPN2JBKd-Sqa9GNfNy4yH
3. Repositorio implementacion del proceso de seleccion de caracteristicas usando
mMRMR.

Contiene al script empleado en la implementacion del algoritmo mRMR para la
seleccibén de caracteristicas basado en lenguaje R.

Ruta:
https://drive.google.com/drive/folders/1G7jaeJLD1x0Co-YM8KRKrWqgzTMa2-4pQ

1.4 Organizacion del documento

e Capitulo 1: En este capitulo se ilustra la introduccion sobre pérdidas no técnicas
de energia, definicion de problematicas, planteamiento de objetivos y las
contribuciones y productos académicos.

e Capitulo 2: En este capitulo se presenta el marco conceptual que establece
definiciones y términos para el entendimiento de la problematica, descripciéon de
métodos, asi como trabajos previos donde se presentan soluciones afines.

e Capitulo 3: En este capitulo se presenta la preparacion del conjunto de datos, las
diversas fuentes de informacion que la compone y la descripcién de sus atributos
con las anotaciones a las clases correspondientes (Con NTL o Sin NTL).

e Capitulo 4: En este capitulo se expone el analisis estadistico de las
caracteristicas, el disefio de nuevas meta-caracteristicas basadas en lecturas
mensuales, la implementacion y resultados de los dos algoritmos de seleccién de
caracteristicas (Random Forest y mRMR) y asi, la consolidacion del conjunto de
datos (caracteristicas y etiquetas de clase).

e Capitulo 5: En este capitulo se abord6 la implementacion de técnicas de

aprendizaje computacional en los enfoques supervisados con los algoritmos
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Algoritmo de agrupacion y clasificacion para la deteccion de clientes
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa
comercializadora eléctrica en Colombia

Random Forest y Gradient Boosting y no supervisados con los métodos K-means
clustering, Agglomerative clustering y Spectral clustering, ademas de sus
respectivos resultados y andlisis.

e Capitulo 6: En este capitulo se presentan las conclusiones de los resultados

obtenidos y se plantean trabajos futuros.

2. Marco conceptual y trabajos previos.

En este capitulo se plasma el marco conceptual que sustenta el trabajo, aportando
definiciones y términos claves para la comprensién del contexto del problema, asi como
trabajos previos donde se presentan las soluciones planteadas por diferentes autores
empleando diferentes enfoques y aplicando diferentes técnicas computacionales. Aqui se
presentan diferentes alternativas a problemas similares aplicados a diferentes situaciones
y contextos de operacion, entre algunos de los aportes mas importantes estan la
identificacion de los métodos de aprendizaje supervisado en tareas de clasificacion
empleados como: Random Forest y Gradient Boosting, y los métodos de aprendizaje no
supervisado en tareas de agrupamiento como: K-means clustering, Agglomerative
clustering y Spectral clustering. Adicionalmente se describe el proceso de facturacion
llevado a cabo por el comercializador de energia para comprender un poco mejor la

problematica asociada.

2.1 Marco conceptual

Los sistemas eléctricos de distribucién comprenden la infraestructura de red eléctrica
necesaria para transportar el fluido eléctrico desde su generacién hasta el consumo. Segun
la Resolucién 019 de 2017 emitida por la comisién de regulacion de energiay gas (CREG)
de Colombia (Ministerio de minas y energia, 2017) los diversos actores y sistemas que

intervienen en el proceso, comprenden:

Sistema de generacién: es la infraestructura que se encarga de producir la energia
eléctrica y de su primer proceso de transformacién, para suministrar fluido eléctrico al
sistema de transmision nacional. Las termoeléctricas, hidroeléctricas, centrales de energia
solar y parques edlicos, comprenden las fuentes de generacion de energia para el contexto

nacional.
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Sistema de transmisién nacional (STN): es el sistema de transmision de energia
eléctrica compuesto por el conjunto de lineas y subestaciones que operan a tensiones
iguales o superiores a 220 KV, las cuales se encargan de transportar la energia desde los

sistemas de generacion hasta las subestaciones principales.

Sistema de transmisiéon regional (STR): sistema de transporte de energia eléctrica
compuesto por los activos de conexién del operador de red al STN y el conjunto de lineas,
equipos y subestaciones que operan entre 57.5y 220 KV.

Sistema de distribucién local (SDL): sistema de transporte de energia eléctrica
compuesto por el conjunto de lineas y subestaciones, que operan en los niveles de tensiéon
inferiores a 34.5 KV y son utilizados para la prestacién del servicio en un mercado de

comercializacion.

Operador de red (OR): entidad encargada de la gestiébn administrativa, la operacion y el
mantenimiento de sistemas de transmisiéon STR vy distribucién SDL, incluidas sus

conexiones al STN.

Transmisor regional (TR): Entidad que opera y transporta energia eléctrica en un STR.

Usuario final: Consumidor que se beneficia con la prestacion del servicio publico de

energia eléctrica.

Norma técnica: hace referencia a reglamento técnico de instalaciones eléctricas

(Ministerio de minas y energia, 2013), elaborado por el ministerio de minas y energia.

Estos actores son los que intervienen en la cadena del proceso de suministro eléctrico

mostrada en la Figura 2-1 y hacen posible el uso de la energia eléctrica en los hogares.
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Generacion Transformacion

Figura 2-1: Cadena de procesos de suministros de energia.
Fuente: Propia

La cadena de proceso de trasmision, distribucion y comercializacion de energia debe ser
eficiente y operar en condiciones 6ptimas que den rentabilidad a los operadores y calidad
de servicio a todos los usuarios. Con el fin de garantizar estas condiciones en todas las
etapas de distribucion y comercializacion de energia, las empresas deben centrar
esfuerzos técnicos y organizacionales para combatir la problematica de las pérdidas de
energia (Arcos-vargas & Cruz, 2016). Las pérdidas son el principal inconveniente que se
presenta en el suministro de energia, las mismas se clasifican en dos tipos, segun los

lineamientos de la CREG (Ministerio de minas y energia, 2017), se definen como:

Pérdidas técnicas (technical losses - TL): Aquellas asociadas a los procesos de

transformacion, transporte y distribucioén de energia.

Pérdidas no técnicas (non technical losses - NTL): Corresponde a aquella energia que
se deja de facturar por razones diferentes a las pérdidas técnicas y que por lo general

estan asociadas a la intervencion humana.

Las TL y NTL no se pueden calcular de manera directa, pero se pueden estimar a partir de
la diferencia entre la energia total facturada y la energia total suministrada por el operador
de red (Arcos-vargas & Cruz, 2016).

Los clientes que contribuyen a las pérdidas no técnicas de energia son aquellos
involucrados en procesos de robo, defraudacion, anomalias de lecturas o cualquier accién
gue no permita que su consumo de energia sea facturado. Esto siempre generara

discrepancias adicionales entre la curva de carga entregada y la curva medida, que no son
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acordes a la estimacion de TL propias a el proceso de transmision y transformacion de la
energia (Meffe & de Oliveira, 2009).

Segun el Ministerio de minas y energia de Colombia (Ministerio de minas y energia, 2017),
se definen los métodos para la determinacion de los indices de pérdidas para cada nivel
de tension. En el caso de las redes de distribucién de baja tensién se calcula en base a la

ecuacion 2.1, de la siguiente manera:

Le=TL + NTL (2.1)

Donde, Le son pérdidas de energia, TL corresponde al indice de pérdidas técnicas del
operador de red calculado en base al documento de “Calculo de pérdidas técnicas en el
nivel de tension 1” de la circular CREG 052 de 2010, y finalmente, NTL es el indice de
pérdidas no técnicas de referencia del nivel de tension 1.

2.2 Trabajos previos

Las pérdidas no técnicas (NTL) son una problematica que afecta a muchos
comercializadores de energia alrededor del mundo (Papadimitriou et al., 2017; World Bank,
2009). La tendencia en naciones desarrolladas para contrarrestar esta afectaciéon es la
implementacién de sistemas de red inteligente que responden a la necesidad de integrar
la ingenieria eléctrica y las tecnologias de informacién (T1) para permitir una gestion
integral de los procesos de generacion, distribucion y comercializacion de energia eléctrica
(Yip et al., 2018). La adopciéon de esta infraestructura de mediciébn avanzada permite
realizar el seguimiento en tiempo real a los consumos de los usuarios para la identificacion

de patrones anémalos de consumo e irregularidades (Rajabi et al., 2017).

Colombia se esta abriendo paso a la incorporacion de redes inteligentes (Smart grids)
desde el afio 2009, mediante la iniciativa Colombia inteligente (Cespedes et al., 2012), que
tiene como finalidad apoyar la adopcion de estas tecnologias en la industria eléctrica. Para
el contexto nacional el Programa de gestion de demanda de electricidad para el sector
residencial en Colombia: Enfoque Sistémico (Gémez et al., 2015), plantea una estrategia
qgue permite desarrollar una politica de gestion de demanda orientada a eficiencia y

sustentabilidad energética. Ademas, se hace un analisis de la integracién de estas



20

Algoritmo de agrupacion y clasificacion para la deteccion de clientes
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa
comercializadora eléctrica en Colombia

tecnologias a la infraestructura existente en el pais, seguimiento a las empresas que han
adoptado estos sistemas para monitoreo de clientes no regulados y los resultados de
algunos proyectos tecnolégicos aislados como parte de la normalizacién del servicio en

barrios no legalizados.

Para lograr contrarrestar las probleméticas ocasionadas por las NTL se han planteado
diferentes alternativas, en Messinis y otros (Messinis & Hatziargyriou, 2018) se hace una
clasificacion de diferentes metodologias y técnicas empleadas como se aprecia en la
Figura 2-2, estas son:

e Técnicas orientadas a datos: se basan en la aplicacion de diferentes
técnicas de mineria de datos sobre informacion que el comercializador tiene

de sus usuarios y la infraestructura de red de distribucion.

e Técnicas orientadas a red: basadas en la implementacién de redes de
distribucion inteligentes con dispositivos que permiten la monitorizacion en
tiempo real del flujo de energia y otras variables fisicas propias del proceso

de transmision, transformacion y consumo.

e Modelos hibridos: toma a consideracion implementacién en las redes y

analisis de informaciéon de manera simultanea.
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Figura 2-2: Categorias de técnicas para la identificacion de NTL.
Fuente: Propia basada en revision de literatura

2.3 Deteccion de anomalias en energia

En la Tabla 2-1 se observa un comparativo de diferentes estudios orientados a datos, en

el cual se pueden identificar técnicas aplicadas, variables de estudio, poblaciones, afio de

elaboracion, entre otros, lo cual permite establecer un panorama de los desarrollos
realizados en ultimos afios. En (Abdullateef et al., 2013; Sethi et al., 2017; Spiri¢ et al.,

2016), se realizan andlisis de diversos métodos empleados en la identificacion de clientes

fraudulentos, y en estos se determinan varios aspectos importantes a considerar en la

fuente de datos, para la clasificacion y categorizacién de los clientes usando técnicas de

mineria de datos, estos aspectos son:

e Tipo de dispositivo de medida.

e Periodo de muestreo del consumo.

e Localizacion geogréfica.

e Epoca del afio.

e Cantidad de datos disponibles.
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e Empleo de la experiencia de técnicos en la parametrizacién.
e Datos estaticos de facturacion.

¢ Nivel de tensién — Numero de fases.

¢ Nodo transformador.

e Tipo de servicio. (comercial, residencial, industrial)

e Informacién técnica de medidor.

Haciendo un desglose de las finalidades de los diferentes trabajos evidenciados se puede
determinar que para (Trevizan et al., 2015; Yip et al.,, 2018), el propdsito es crear
herramientas que permitan a los proveedores de energia comprender y predecir el
comportamiento de los usuarios de red de baja tension, haciendo mineria de datos sobre
informacién de sus ciclos de facturacién mensual. Bajo la misma premisa, trabajos como
(Spiri¢ et al., 2018), buscan la implementacion de algoritmos para hacer mas eficientes las
visitas realizadas por el personal técnico en sitio con el fin de lograr comprobacion de NTL.
Como regla general, se trata de proveer mecanismos orientados a la optimizacién del

proceso de recuperacion de energia y llevar a una minima expresion las pérdidas.

En (Spiri¢ et al., 2016) se considera una poblacion geograficamente distribuida dentro de
la misma ciudad y que comparten caracteristicas de consumo entre si. Fueron tres
poblaciones previamente clasificadas por caracteristicas de su entorno y carga contratada,

analizados a diferentes intervalos de tiempo que oscilaban entre los 30 y los 108 meses.

Estos estudios permitieron establecer que los prototipos desarrollados para la
identificacion tienden a ser muy especificos dependiendo de las caracteristicas de

operacion del comercializador de energia y su poblacion de clientes.
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Tabla 2-1: Cuadro comparativo de estudios orientados a datos. (Fuente: Propia)
Trabajos Pais Nu(Teero Técnicas Toma de (;Aen%z Informacion adicional Precision Pérdidas
relacionados LSUarios empleadas lecturas datos considerada estimadas
Knowledge Andlisis estadisticos
India- discover database Consumo promedio
Babu (KDD) 2012- | Consumo maximo 01
(2013) I’DA\r g?jzrsah 57 C-means Mensual 2013 | Desviacion estandar 12%-15%
C-means difuso de consumo
FCM Inspecciones en sitio
( p
Ubicacién geogréfica
Tcrg:::l%rg}gg?etdae Estimacioén de carga
Trevizan . 2015- | Consumo promedio
Brasil 12.178 (TDC) Mensual
(2015) Bosaue 6ptimo 2016 Carga contratada
q(OPFF)) Validaciones de
campo
C-means 2008- Tipo de servicio
Y. Wan China 140 C-means difuso 2014 (Agricultura,
'(2015)3 (FCM) industria, ...)
894 G. control tuckey - <
Spiric Servia- 1.510 (SCL) Mensual | 29010 Ubisggtc:’)i diloal:gﬁca 5,38%-
Leskovac ’ Control de proceso 2016 Estimacic’;r? degcar a 8,37%
(2016) 3.118 | estadistico (SPC) 9
Sistemas basados
en conocimiento Potencia contratada
Guerrero Essg\z/a”rll:- 12.000 Sisteﬁr}ffgzperto Mensual 22%%08- Ubicacion geogréfica | 16%-40%
(2017) basado en reglas Inspecciones en sitio
(RBES)
Fuzzy
. logicExtreme ] 4.3%
Spiric Servia- learning machine 2003- Epoca del afio iy
1.275 Mensual R e 7,78%
2018 Leskovac ) (ELM) 2016 | Ubicacion geografica !
17%
Support vector 0
machine (SVM)
Buzau Espaf K-means, KNN, . o
pana- - 2007- Medidores o 17,67%-
2018 Sevilla 57.000 LR, SVM, NN Diario 2016 inteligentes 21% 20,58%
XG-Boost
Inspecciones
. Fuzzy C-Means 2017- e ...14.42%-
Murthy India 57 - Mensual técnicas 80% o
2019 Naive Bayes 2018 Consumo de eneraia 25.83%
(2019) g
Buzau Inspecciones
(2020) Espaia | 90.000 | Ybrid neural Diario | 2019 tecnicas 47%

network (HNN)

Histéricos de
consumos




24

Algoritmo de agrupacion y clasificacion para la deteccion de clientes
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa
comercializadora eléctrica en Colombia

Fuzzy c-
means

(Babu et al.,
2013)

Rule Based
Expert
System
(RBES)

(Guerrero et al.,

2013)

Knowledge
discover
database

(KDD)

(Guerrero et al.,

2013)

En la Figura 2-3 se relacionan algunas de las técnicas empleadas para la clasificacion de
clientes y la identificacibn de aquellos que podrian ser fraudulentos. Con respecto al
desempefio y eficiencia de los algoritmos empleados en los procesos de identificacion, es
necesario resaltar que autores como Josif V (Dangar & Joshi, 2015; Spiri¢ et al., 2016,
2018) y Joaquim L. (Viegas et al., 2017) que han realizado diversos trabajos empleando
diferentes técnicas de clasificacion, han indicado que las maquinas de vectores de soporte
(Support vector machines - SVM) permiten obtener mejores resultados que sus
contrapartes basadas en redes neuronales artificiales (ANN por su sigla en inglés) y

modelos difusos, ya que ofrecen buen rendimiento y facilidad de adaptacion.

2015

Extreme Admittance Recursive
Optimum Gréficos de Hierarchical gradlendt Matrix-Based Transform
Path Forrest control clustering .?_OSte State Learning
(OFD) (Trevizan ~ Tuckey (Spiri¢ (Biscarri et al., rees Estimator (RTL)
etal., 2015) etal., 2016) 2017) (XGBoost) (AMB-SE) e
(Buzau et al., . (Sharma
2018) (Ghori et al., 2019) Majumdar, 2020)
Transformada Extreme Logistic S\yepceg:t Hybrid Neural
de Coseno learning ma- K-means Regression Machine Network
Discreto(DCT) chines (ELM) (Biscarri et al., (LR) SUM (HNN-NTL)
(Trevizan et al., (Glauner et al., 2017) (Buzau et al., ( v ) (Buzau et al.,
2015) 2016) 2018) (Mesgg‘g)et al, 2020)
Knowledge Support e k-Nearest Ségm:aglc
Discovery Vector Inspection Neighbors Naive T
Databases Machine Game (Sethi ot (KNN) BayeS (Alharbi etal
(KDD) (Ramos et (SVM) (Glauner (Buzau et al., (Murthy et al., ’
al., 2017) 2020)
al., 2015) et al., 2016) 2018) 2019)
Extreme RUIIE?( B:rsted Data-driven
Learning S F; Fuzzy Logic Combined
Machine ystem (Spiric et al., Algorithm
(ELM) (Dangar & (RBES) 2018) (Alharbi et al.
. (Guerrrero et al., ’
Joshi, 2015) 2017) 2020)

Figura 2-3: Distribucion de métodos en los ultimos 8 afios para la identificacion de NTL
basados en datos

Fuente: Propia.

Nota: Las busquedas realizadas no arrojaron contenidos relevantes del afio 2014
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El proyecto MIDAS (Guerrero et al., 2013; Guerrrero et al., 2017), dentro de la literatura
analizada, puede considerarse el desarrollo mas importante para la identificacion de
pérdidas no técnicas. Este se basa en inteligencia computacional y sistemas expertos
Knowledge based system (KBS), aplicado sobre la informacion almacenada de la empresa
espafiola de distribucion Endesa, que cuenta con una base de datos de clientes que ronda
los 12.000.000. Este proyecto, aun se encuentra en desarrollo y ha sido de los pocos que
se ha llevado a la implementacion, el cual se basa en técnicas de andlisis estadistico y su

desempefio se mide comparando sus resultados con inspecciones técnicas en sitio.

Como consecuencia de la diversidad en la aplicacién de técnicas y las caracteristicas de
las poblaciones objetivos de cada uno de los estudios, no es posible realizar una
comparacion directa de los resultados obtenidos. En Gémez & Rengifo (2016), se hace
referencia a la necesidad de comparar cuantitativamente las diferentes técnicas para la
identificacion de clientes fraudulentos. Por tal motivo, se describe el desarrollo de una
herramienta que permite la simulacion de patrones de consumo de energia de clientes
residenciales. Esta fue elaborada en base a datos reales de consumos registrados por un
comercializador de energia del occidente colombiano. El propésito, es establecer un
conjunto de datos sobre el cual se pueden aplicar diferentes técnicas de identificacién con

el fin de medir su desempefio.

2.4 Proceso de operacion de toma de lectura e
identificacion de pérdidas actuales

El proceso de facturacién es muy similar entre los diferentes comercializadores de energia
del pais. A continuacion, se describe el proceso de toma de lectura y facturacion
correspondiente a la empresa en estudio (Figura 2-4). Este comprende los siguientes

procesos:
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Inspecciones técnicas
Toma de lectura Verificaciones y recuperaciones Facturacion de desviaciones y anomalias Acciones correctivas
™ Y [k reportadas [ H

-
Warbubal

z = = 111
1329127 | 5050 N-0 1329127 |5050 N-0 1329127 | 5050 N-0 1329127 | En buen estado 1329127 | Facturacion normal
3746756 | 17694 N-3 3746756 | 17694 N-3 3746756 | 17694 N-3 3746756 Medidor trocado 3746756 | Accion correctiva
6463744 | 27456 N-0 6463744 | 20456 N-0 65463744 | 20456 N-0 6463744 En buen estado 6463744 | Accion correctiva
2345356 |0 N-22 2345356 | 12354 N-0 2345356 | 12354 N-0 2345356 Error de lectura 2345356 | Facturacion normal

\ ‘ o] \ I \ L] |l \ [l i

Figura 2-4: Proceso de toma de lectura e identificacion de pérdidas actuales, en rojo
ajustes de lectura y novedad realizados en proceso de verificacion y recuperacion.
Fuente: Propia

e Toma de lectura mensual: El inspector técnico realiza visita a cada uno de los
usuarios, identificando el dispositivo de medida y toma la lectura que se registra. A
su vez este realiza una inspeccion rapida del equipo y el inmueble para identificar
irregularidades o novedades (ver Tabla 2-2). Una vez relacionada la lectura y los

hallazgos continta con el siguiente usuario.

Tabla 2-2: Detalle de novedades o irregularidades reportadas.

Novedad

Reportada Descripcion

NR-0 Toma exitosa

NR-1 Contador Parado; Frenado Residencial
NR-2 Sin Contador Residencial

NR-3 Retirado para Revisién

NR-4 Servicio Suspendido

NR-5 Contador gira Invertido

NR-6 Contador sin legalizar Residencial

NR-7 Registro no visible o con obstaculos

NR-8 Macromedidor Sin Reporte de Lectura
NR-9 Ruta desubicada

NR-10 Contador Parado; Frenado No Residencial

NR-11 Inmueble Cerrado

NR-12 No Residencial sin contador

NR-13 Inmueble demolido o en demolicién Sin Contador

NR-14 Atendida Otro Comercializador
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NR-15 Inmueble sin Medidor y Suspendido Servicio

NR-16 Inmueble Desocupado

NR-17 Contador Quemado

NR-18 Direccién Insuficiente

NR-19 Deshabitado con Muebles y/o no visible predio interno

NR-20 Posicién del Medidor y Sellos Tapa Bornera

NR-21 Irregularidad para control de energia

o Verificaciones y recuperaciones: Posterior a la toma de lectura, se identifican
aquellos predios que presentaron novedades que impidieron la toma exitosa, estos
por lo general corresponde a las irregularidades NR-7. Este proceso se conoce
como recuperaciones de lectura, de manera paralela se identifican aquellos
usuarios que tuvieron desviaciones significativas de consumo y que presentaron
alguna novedad, con el propdésito de revalidar las lecturas tomadas y descartar

errores en el proceso.

e Facturacion: Corresponde a la emisiéon de la factura conforme al consolidado de

toma de lectura generado por los procesos anteriores.

e Inspecciones técnicas de desviaciones y anomalias reportadas: En el proceso
de verificacion y recuperaciones, el personal técnico puede identificar novedades
mas detalladas, validar los reportes realizados por el inspector que toma la lectura
inicial que posteriormente se validan con mayor profundidad y relaciona los
hallazgos informando si se presentan irregularidades que afectan el consumo de
energia o si se presentaron errores en el proceso de facturacién que no fueron
identificados, ademas de validar otras causales.

Los diagnosticos que mas interesan dentro del conjunto de datos corresponden a
estos dos tipos y son los que finalmente contribuyen a este tipo de pérdidas:
manipulaciones o fallas en el equipo de medida que afectan su funcionamiento y
errores de lectura. Es en este proceso donde se hace necesario una identificacion
mas profunda, analizando las fuentes de informacion, se observa que solo el 20%
de las visitas realizadas corresponden a algun tipo de irregularidad comprobada,

mientras que los otros corresponden a predios que no presentaron novedades, esto
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ocasiona gue el proceso sea ineficiente y que en algunos casos se obvien casos

relevantes por atender visitas no efectivas.

Acciones correctivas: Conforme a la identificacion realizada en la etapa anterior
se procede a realizar los ajustes a los que haya lugar, tanto en favor del usuario o
la empresa. En caso de presentarse algun tipo de irregularidad grave como
alteraciones o fallas en los equipos de medida se realizan los cobros retroactivos a

los que haya lugar y se normaliza el servicio.
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3. Preparacion y construccion del conjunto de
datos

En este capitulo se presenta el proceso de la consolidacién del conjunto de datos, las
diversas fuentes de informacion que la componen, asi como descripcion de sus atributos.
Se describe el proceso de integracion y el consolidado de datos resultante, adicionalmente
todos los ajustes requeridos para la preparacion de los datos y el proceso de etiquetado
de las clases. Finalmente se obtiene el conjunto de datos que fue usado posteriormente
para el algoritmo de deteccién. El conjunto de datos depurado comprende un total de 482
caracteristicas y corresponden al intervalo septiembre 2017 a enero de 2019, siendo el
conjunto de entrenamiento el periodo comprendido entre septiembre del 2017 a octubre
de 2018 con 390 registros y noviembre de 2018 a enero de 2019 con 35 registros los

correspondientes al conjunto de pruebas.

3.1 Fuentes de informacion disponibles

Las fuentes de informacion corresponden a los datos generados en el proceso de
contratacion, toma de lectura mensual e inspecciones técnicas de verificacion. A
continuacién, se relacionan cada uno de los insumos usados para la preparaciéon del

conjunto de datos:
Consolidados datos de cliente

Contiene informacién relacionada a la cuenta del usuario, carga contratada y
especificaciones basicas de la acometida eléctrica como el trasformador asociado, la
marca y numero de digitos del dispositivo de medida. Comprende un total de 13.000
usuarios. Para detallar los campos y caracteristicas de este conjunto de datos se presenta
la Tabla 3-1.

Tabla 3-1: Datos del cliente.

Campo Tipo de
P Descripcion dato Valores
. - . Numérico
CUENTA Numero que Ildentifica la cuenta del usuario (1d) 00000-99999
MEDIDOR Marca de dispositivo de medida Categoérico Mar(_:as de
medidores




30

Algoritmo de agrupacion y clasificacion para la deteccion de clientes
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa

comercializadora eléctrica en Colombia

(20 elementos)
SERIE Namero de serie medidor Z‘é‘)me”co 00000-99999
MEDIDA Categoria de dispositivo de medida Categdrico L Zé 3’13’y5if’ £
1,2,3,4,5, 6,16,
TARIFA Identificador de tarifa aplicada. Categodrico 22,50, 62, 63,
64, 65, 66 y 67
FACTOR Factor de multiplicacién Numérico 0-1000
DIGITOS Numero de digitos de equipo de medida Numérico 4-7
ESTRATO Estrato de usuario Categorico 1,234y5
CARGA Carga contratada (vatios) Numeérico 0-1000000
TIPO . . : : . L . .
ENERGIA Tipo de energia registrada Activa/reactiva Categorico Activo, Reactivo
PROMEDIO Promedio de consumo de energia ultimos 6 NUM&rico 0-100000
meses (Kw/h)
Residencial
TIPO USO Tipo de servicio suministrado Categodrico comercial
Industrial
Identificadores
NODO Transformador asociado al cliente. Categérico | de transformador
(152 elementos)

Fuente: Propia

Toma lecturas

Documento de texto que se genera al finalizar el proceso de toma de lectura y que contiene

el registro del acumulado de consumo de cada usuario y novedades que se presenten al

momento de realizar la toma. Este corresponde a 24 meses de los afios 2017 y 2018,

especificamente las lecturas mensuales de los 13.000 usuarios relacionados en el

consolidado de datos de usuarios. En la Tabla 3-2, se aprecian los atributos que conforman

los datos de las tomas de lecturas.

Tabla 3-2: Datos de toma de lectura mensual.

Campo Descripcion Tipo de dato Valores
CODIGO Namero que Identifica |\ erico (1) 00000-99999
la cuenta del usuario
LECTURA Lectura registrada Numérico 00000-99999
» Toma exitosa
Irreqularidades » Contador Frenado Residencial
NOVEDAD ider?tificadas en toma Cateqérico * Sin Contador Residencial
REPORTADA 9 - Retirado para Revisién
de lectura S .
* Servicio Suspendido
» Contador gira Invertido
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+ Contador sin legalizar Residencial

* Registro no visible o con obstaculos

* Remision control de energia

» Contador Parado; Frenado No Residencial
* Inmueble Cerrado

* No Residencial sin contador

* Inmueble demolido o en demolicién Sin
Contador

* Inmueble sin Medidor y Suspendido Servicio
* Inmueble Desocupado

» Contador Quemado

* Direccion Insuficiente

* Deshabitado

* Posicién del Medidor y Sellos Tapa Bornera

Numero de digitos del

en toma de lectura

DIGITOS dispositivo de medida | NUMerico a-7
FECHA Eec‘t:l:‘; de toma de Fecha 01/01/2018-31/01/2019
MENSAJE Observacion registrada Texto Texto

Verificaciones

Corresponde a documento de texto que relaciona inspecciones técnicas realizadas en sitio

y sus resultados. Corresponden a 912 inspecciones técnicas distribuidas entre los meses

de enero de 2018 a enero 2019. El detalle de los campos recopilados en las inspecciones

técnicas se presenta en la Tabla 3-3.

Tabla 3-3: Inspecciones técnicas realizadas en el sitio.

Campo Descripcion Tipo de dato Valores
Cuenta Numero que Identifica la Numérico 00000-99999
cuenta del usuario
* Anomalia en la toma de lecturas
» Consumo alto
» Consumos acumulados
- Relacién del motivo de . » Exencién pago contribucion
Solicitud . D Categorico - .
la inspeccion técnica * Inconformidad tarifa cobrada
* Investigacion desviacion Significativa
consumo
* Revisién bajo consumo
Observaciones realizadas por
Observaciones técnico y describen procedimiento | Texto Texto
de inspeccién
Fecha ejecucién | F.echa en la que se realizd la Fecha 01/01/2018-31/01/2019
inspeccién técnica
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Respuesta PQR

Resultado de inspeccion

Categorico

» Acometida anti técnica no cumple
norma

» Acometida cumple norma

» Analisis desviacién favorable a
empresa

» Analisis desviacién favorable a
usuario

» Anomalia detectada requiere control
de energia

» Anomalia imputable a empresa

» Anomalia imputable al usuario

» Cambio de estrato de acuerdo a
solicitud

» Cambio de estrato no procede

» Cambio de tarifa improcedente

» Cambio de tarifa procedente

» Consumo acumulado a usuario

» Consumo conforme carga

+ Desviacion significativa no investigada
* No se realizé la revision técnica

* Respuesta normal por consumo

* Se realiza la revisién técnica

3.2 Preparacion de datos

Para comprender mejor el proceso se considera la integracion de los consolidados de

informacion presentados previamente, iniciando con la combinacion conjunto de datos del

cliente y el documento de toma de lecturas mensual como primer paso. Posteriormente, el

etiquetado de los registros obtenidos de acuerdo a los resultados de las inspecciones

técnicas realizadas, tal como se presenta en la Figura 3-1, la cual ilustra el paso a paso

para la conformacién del conjunto de datos, de igual manera para mas claridad se

describen en que consiste las actividades de integracién y etiquetado. En la Tabla 3-4 se

presenta la descripcion de los atributos que componen el conjunto de datos inicial

incluyendo el atributo de la clase.
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Yy
912 Inspecciones tecnicas
13 meses 2018-2019
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Dispositivo

Informacién usuario

Figura 3-1: Proceso de integracién y construccion del conjunto de datos.
Fuente: Propia

Tabla 3-4: Descripcion de los atributos del conjunto de datos. Para mas detalles sobre el
tipo de dato correspondiente ver la estructura de los diferentes conjuntos de datos en la
seccion 3.1.

Atributo | Conjunto de datos origen | Descripcién

CUENTA | ldentificador Numero que Identifica la cuenta del usuario

MEDIDOR | Datos de cliente Marca de dispositivo de medida

MEDIDA | Datos de cliente Categoria de dispositivo de medida

DIGITOS |Datos de cliente Numero de digitos de equipo de medida

ESTRATO | Datos de cliente Estrato de usuario

TARIFA Datos de cliente Identificador de tarifa aplicada

CARGA Datos de cliente Carga contratada (vatios)

TIPO USO | Datos de cliente Tipo de servicio suministrado

NODO Datos de cliente Transformador asociado al cliente.

NR-T8 Toma lecturas Novedad reportada 8 meses anteriores a inspeccién técnica
NR-T7 Toma lecturas Novedad reportada 7 meses anteriores a inspeccién técnica
NR-T6 Toma lecturas Novedad reportada 6 meses anteriores a inspeccién técnica
NR-T5 Toma lecturas Novedad reportada 5 meses anteriores a inspeccidn técnica
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NR-T4 Toma lecturas Novedad reportada 4 meses anteriores a inspeccién técnica
NR-T3 Toma lecturas Novedad reportada 3 meses anteriores a inspeccidn técnica
NR-T2 Toma lecturas Novedad reportada 2 meses anteriores a inspeccién técnica
NR-T1 Toma lecturas Novedad reportada 1 meses anteriores a inspeccién técnica
NR-TO Toma lecturas Novedad reportada mes de inspeccién técnica

LC-T8 Toma lecturas Lectura reportada 8 meses anteriores a inspeccion técnica
LC-T7 Toma lecturas Lectura reportada 7 meses anteriores a inspeccidn técnica
LC-T6 Toma lecturas Lectura reportada 6 meses anteriores a inspeccion técnica
LC-T5 Toma lecturas Lectura reportada 5 meses anteriores a inspeccidn técnica
LC-T4 Toma lecturas Lectura reportada 4 meses anteriores a inspeccion técnica
LC-T3 Toma lecturas Lectura reportada 3 meses anteriores a inspeccidn técnica
LC-T2 Toma lecturas Lectura reportada 2 meses anteriores a inspeccion técnica
LC-T1 Toma lecturas Lectura reportada 1 meses anteriores a inspeccion técnica
LC-TO Toma lecturas Lectura reportada mes de inspeccion técnica

BARRIO | Datos de cliente Barrio del usuario

MES Inspecciones técnicas Mes de ejecucién inspeccidn técnica

ANO Inspecciones técnicas Afo de ejecucién inspeccién técnica

Clase Inspecciones técnicas Clase definida a partir de inspeccidn técnica

Integracién de consolidado de datos de cliente y toma lectura mensual

Este proceso comprende la integraciéon de la informaciéon del cliente con los 24

consolidados de toma de lecturas mensual correspondientes a los meses de los afios 2017

y 2018. Con esto se generd un documento atributos del cliente, su equipo de medida, 24

lecturas de consumo y 24 novedades reportadas una por cada mes para los dos afios

relacionados. En la Figura 3-2 se puede visualizar algunas de las series temporales de las

lecturas reportadas para tres clientes diferentes seleccionados de manera aleatoria.
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Figura 3-2: Construccion de conjunto de datos, Series de consumo total en Kw/h
durante el periodo mensual entre 2017 — 2018, para tres usuarios aleatorios
diferentes (A, By C).

Fuente: Propia

Ajuste de datos basados en inspecciones técnicas

Posterior al establecimiento de las series temporales de consumo, se realiza el filtrado de
informacion de los usuarios de interés que han presentado novedades que ameritaron una
revision técnica. Dado que los datos de muestra comprenden 24 meses de lectura, para
obtener un conjunto de datos con mayor cantidad de elementos etiquetados se establecen

series temporales correspondiente a los 8 meses anteriores a la ejecucion de la inspeccion.
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En la Figura 3-3 se puede apreciar el proceso de seleccién de las ocho lecturas anteriores
correspondientes a partir de la fecha de ejecuciébn de una inspeccion técnica. Esta
integracion permite determinar los valores de los atributos de novedades reportadas (NR-
T8, NR-T7, NR-T6, NR-T5, NR-T4, NR-T3, NR-T2, NR-T1, NR-TO) y los atributos de
lecturas (LC-T8, LC-T7, LC-T6, LC-T5, LC-T4, LC-T3, LC-T2, LC-T1, LC-TO).
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Lecturas conjunto de datos etiquetado

Figura 3-3: Seleccion de lecturas correspondientes a inspeccién técnica realizada
mes abril de un usuario aleatorio. Arriba: Serie temporal completa de los ultimos 24
meses, Abajo: detalle datos seleccionados de los 8 meses anteriores a la
inspeccion.

Fuente: Propia

3.3 Descripcion y anotacion del conjunto de datos

El disefio del proceso de anotacion de clases se realiz6 como lo ilustra la Figura
4-14iError! No se encuentra el origen de la referencia. Se cont6 con la participacion de
dos técnicos que revisaron las descripciones de cada una de las inspecciones técnicas

disponibles y la clasificaron en una de tres clases disponibles:
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Clase 0: Corresponde a registros en cuya inspeccién se encontraron instalaciones

operando con normalidad, no se identificé irregularidad.

Clase 1: Corresponde a los elementos exitosos del conjunto de datos, es decir registros
de acta que daban como conclusion la identificacion de una irregularidad. Las

irregularidades identificadas corresponden a 2 tipos:

= Errores de lectura: eventos cuando se realiza una lectura erronea.
= Control de energia: eventos que presentaron irregularidad técnica que

distorsiona consumo mensual.

Clase NC (No concluyente): Corresponde a inspecciones cuya observacion no permite
una identificacién de si existe o no irregularidad, por lo general son casos donde no se

pudo realizar la inspeccion completa.

®
—> ¥
N il B
@ QObservador A Clasificacion por
— descripcion
1 Analisis de
l campo

[}

=1

=| X

Observador B ; Validacion —}

Campo Resultado
Inspeccion

Figura 3-4: Construccion de conjunto de datos, validacion y etiquetado de clases.

Cada registro fue etiguetado por los dos técnicos (Observadores), como lo indica la jError!
No se encuentra el origen de la referencia. se contrastaron los resultados de las dos
clasificaciones Ay B, y se descartaron aquellos en los cuales no coincidio la clasificacion.
Finalmente, para el conjunto de datos se seleccionaron solo aquellos clasificados en las
categorias 0y 1 que corresponde a resultados concluyentes de la clasificaciéon. En la Tabla
3-5 se pueden observar algunos ejemplos de la clasificacion concluida y coincidente para

los dos técnicos.
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A B C
Usuario C;bservadcl;r Resultado Usuario EhsEluado) Resultado Usuario Clase
Cl 1 0 Descartado C3 1 1 1 Cc3 1
C2 nc 1 Descartado Cca 0 0 0 c4
C3 1 1 1 C5 nc nc nc
C4 0 0
C5 nc nc nc

Figura 3-5: Consolidacion de la anotacién del conjunto de datos, A) Contraste de
las clasificaciones realizadas por los observadores para descartar diferencias. B)
Seleccidn de datos en los cuales no se encontré coincidencias en las validaciones
porque la clase fue no concluyente (nc). C) Seleccion del conjunto de datos final
con los datos de las clases 1 y O.

Tabla 3-5: Ejemplo de casos de etiquetas de datos

Usuario Descripcion Clase

“Acometida subterranea no visible, medidor funcionando bien y con
pruebas conformes, sellos visibles en buen. Lectura actual 18486,1
C1 kw/h. Se verifica caja de circuitos y tomas encontrando puesta a tierra 0
conforme, predio Si cumple Norma técnica. Censo verificado. Se
anexan fotos”.

“Acometida en buen estado, Se verifico lectura encontrada 68 censo
Cc2 verificado. Corresponde a local para la venta de jugueteria medidor en 0
buen estado nuevo”.

“Error en la toma de lectura la actual es 1050kw en el momento de la
C3 visita medidor no tiene carga todo esta unificado a otro medidor del 1
mismo predio anexo registro fotogréafico”.

“Se encuentra medidor con giro invertido solicitar visita a control de
energia le hace falta un sello en tapa bornera y el otro se encuentra
manipulado las fases de entradas y salidas se encuentran empalmadas
predio habitado”.

C4

“No se puede verificar lectura ni funcionamiento el medidor esta en el
C5 poste muy alto y la tapa principal opaca no se ve favor informar a quien NC
corresponda para efectuar la lectura”

Fuente: Propia



Algoritmo de agrupacion y clasificacion para la deteccion de clientes 39
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa
comercializadora eléctrica en Colombia

4. Exploracion de datos, extraccion y seleccion de
caracteristicas

En este capitulo se presenta una exploracion inicial de los datos mediante un analisis
estadistico de los atributos de los registros de la muestra para determinar relaciones entre
estos y las clases, este resultado no aport6 resultados representativos. Por lo tanto, se
implementaron dos algoritmos de seleccion de caracteristicas para reducir la cantidad de
atributos que fuesen mas relevantes o discriminantes, variando el nimero entre 100, 50 y
25 atributos, obteniendo diferentes subconjuntos de datos. El primer método empleado de
seleccion de caracteristicas fue usando el clasificador Random Forest entrenado basado
en el valor de indice de Gini obtenido para cada caracteristica segun la distribucién de
datos por clase para escoger las caracteristicas que mejor discriminaban entre clases. El
segundo corresponde al algoritmo mRMR (minima redundancia maxima relevancia)(X.
Wang et al., 2018), en el que se establece para cada caracteristica la correlacion con la
etiqueta de clase (relevancia) y la correlacion con respecto a las demas caracteristicas del
conjunto de datos (redundancia), y a partir de estas medidas se cuantifica la importancia
de cada atributo, a través de dos tipos de funcién objetivo que son MID (criterio de
diferencia de informacién mutua) y MIQ (criterio de cociente de informacion mutua) que
representan la diferencia o el cociente de relevancia y redundancia, respectivamente. Para
evaluar el desempefio y robustez de los modelos obtenidos de la seleccion de
caracteristicas se aplico validacion cruzada por K-fold (K = 5) con la respectiva medida de
desempefio, de manera que los resultados obtenidos en las cinco iteraciones permitieran
identificar el grupo recurrente de atributos mas relevantes; adicionalmente, se realiz6 el
disefio de nuevas caracteristicas basadas en informacién temporal y estadisticos de las
lecturas de los registros (meta-caracteristicas), las cuales permitieron representar y
capturar mejor algunos patrones importantes para la detecciéon de NTL a partir de las
caracteristicas y atributos originales. Finalmente, resultd que muchas de estas meta-
caracteristicas fueron relevantes y formaron parte de los conjuntos de datos obtenidos de

acuerdo con el proceso de seleccion de caracteristicas.
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4.1 Andlisis estadistico descriptivo y exploratorio de
las caracteristicas iniciales

Inicialmente se realiz6 una exploraciéon de las caracteristicas que conforman el conjunto
de datos, analizando las frecuencias de los atributos categoricos con respecto a la clase,
y visualizando las medias y desviaciones estandar de los atributos numeéricos, esto
mediante el uso de histogramas y diagramas de violines. De este andlisis, vale la pena
presentar la Figura 4-1, en la cual se relacionan la distribucion de datos, usando diagramas
de cajas y de violines, de algunos atributos numéricos que hacen parte del conjunto inicial
de datos, estos son LC-TO que corresponde a la lectura registrada para el mes de la
revision, LC-Promedio correspondiente al valor promedio de las todas las lecturas y LC-
Desv que hace referencia a su desviacién estandar. En esta figura, aungque no se evidencia
una diferencia significativa entre las clases de sus valores y estadisticos, si sugiere una
distribucién de datos diferente con una clase con mayor dispersion que la otra en estos
atributos basados en las lecturas. El propésito del analisis era identificar de forma
independiente cuales atributos (categéricos o numéricos) podrian ser facilmente
identificados como discriminante entre las clases; sin embargo, los resultados obtenidos
no permitieron identificar un atributo, o un grupo de estos, mas alla de una posible utilidad
de los datos de lecturas (LC-TO) y estadisticos de estas (LC-Promedio y LC-Desv). El
andlisis estadistico descriptivo y exploratorio completo de las caracteristicas se puede

revisar en el Anexo A.

LC-TO LC-Prom LC-Desv
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Figura 4-1: Distribucion de atributos numericos respecto a la clase. Arriba diagramas de
cajas y bigotes, abajo diagrama de violines para las variables LC-TO, LC-Prom y LC-Desv
Fuente: Propia

4.2 Analisis de resultados de inspecciones técnicas

Se valida el comportamiento de la etiqueta de clase con respecto a los resultados de las
inspecciones técnicas. En la Tabla 4-1 se relacionan estos resultados y su distribucion con
respecto a la clase. Esto nos permite entender que cada los conjuntos de datos asociados
a un resultado especifico tendra un comportamiento inclinado hacia una etiqueta particular,
salvo los casos donde la descripcion de la respuesta PQR es la ultima, correspondiente al
valor “Se realiza inspeccion técnica”. Los datos asociados a esta respuesta de PQR
pueden suponer un problema dentro de la clasificacion ya que son bastante similares entre
si y no permiten una diferenciacion clara de las clases, ya que de la totalidad de registros
con esta caracteristica el 0,51% pertenece a la clase (0) Sin NTL y el 49% a la clase (1)
con NTL, esto es un comportamiento contrario a las demas respuestas PQR que si
muestran una clara inclinacion a una clase especifica. Este problema esta mas asociado a
la naturaleza de los datos en cuanto a que los resultados se marcaron con una etiqueta
especifica, su categorizacion no se realiza dentro de la especificidad requerida para la
respuesta. Para mejorar el conjunto de datos de manera posterior es necesario ajustar la
descripcion de las respuestas para que se pueda hacer una diferenciacion mas profunda
gue permita tener un mejor entendimiento de este subconjunto de datos particular.
Finalmente, Para evitar interferencia de los datos con respuesta PQR: “Se realiza
inspeccion técnica” en el desempefio de los algoritmos se considerd retirar estos del

conjunto de datos.
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Tabla 4-1: Comportamiento de la variable Respuesta PQR con respecto a la clase.

Respuesta PQR Sin NTL | Con NTL

ACOMETIDA ANTITECNICA NO CUMPLE RETIE 2

ACOMETIDA CUMPLE NORMA RETIE 14

ANALISIS DESVIACION FAVORABLE A EMPRESA 52 2

ANALISIS DESVIACION FAVORABLE A USUARIO 9

ANOMALIA DETECTADA REQUIERE CONTROL DE 5

ENERGIA

ANOMALIA IMPUTABLE A EMPRESA 5 38

ANOMALIA IMPUTABLE AL USUARIO 4

CAMBIO DE TARIFA IMPROCEDENTE 11 1

CAMBIO DE TARIFA PROCEDENTE 11

CONSUMO ACUMULADO A USUARIO 2

CONSUMO ACUMULADO IMPUTABLE A EMPRESA 1

CONSUMO CONFORME CARGA 83

DESVIACION SIGNIFICATIVA NO INVESTIGADA 11

NO SE REALIZO LA REVISION TECNICA 8 1

RESPUESTA NORMAL POR CONSUMO 85

SE REALIZA LA REVISION TECNICA 40 38
TOTAL| 328 97

4.3 Diseio de meta-caracteristicas basadas en
lecturas mensuales

Como parte del analisis preliminar y la experimentacion a partir del conjunto inicial de
datos, especificamente las lecturas registradas que sugeria mayor informacién, se plante6
el disefio de nuevas caracteristicas (meta-caracteristicas) a partir del andlisis estadistico
derivado del conjunto de caracteristicas de las lecturas (Heling & Acosta, 2020). Esto con
la finalidad de encontrar una mayor representabilidad de la informacion temporal relevante
de las lecturas asociadas con la discriminacién entre las clases para la deteccion de NTL,
de tal forma que permitieran un mejor desempefio de los algoritmos de aprendizaje
automatico aplicados. Como tal las variables generadas se obtuvieron a partir de la
transformacién de las series de temporales de lecturas que corresponden a las
caracteristicas LC-T8, LC-T7, LC-T6, LC-T5, LC-T4, LC-T3, LC-T2, LC-T1 y LC-TO
descritas en el capitulo 3, y que hacen parte del conjunto inicial de datos, y las operaciones

aplicadas se describen a continuacion.
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4.3.1Funciones estadisticas

Las funciones estadisticas se aplican al consolidado de lecturas mensuales para obtener
nuevos vectores de caracteristicas. Las funciones aplicadas son la normalizacion, el
promedio, la varianza y la desviacion estandar. Estas funciones se aplican a los diferentes
conjuntos de variables obtenidas para enriquecer la representacion del conjunto de datos.
A continuacion, se relacionan estas funciones y la definicion de las variables asociadas

gue se requieren para la construccién de las meta-caracteristicas.

Definiciones:

X: Vector de entrada de tamafio n, i.e. X = [x,_1, ... , Xo]

i: Indice de elemento a operar y que hace parte del vector de entrada.
x: Elemento del vector de entrada en la posicion i del vector X, i.e. x;
n: Cantidad de elementos del vector de entrada X.

u(X): Valor del promedio del vector de entrada X.

a%(X): Valor de la varianza del vector de entrada X.

o(X): Valor de la desviacion estandar del vector de entrada.

o Promedio (Prom): La media aritmética, media o promedio es la suma de
los valores dividido por la cantidad de estos valores, en este caso aquellos valores
conforman el vector de entrada X, el cual puede corresponder por ejemplo a las
lecturas de diferentes meses, de esta forma u(X) corresponde al valor promedio

como se define en la ecuacion (4.1).

n-l (4.1)

W =2 x,

i=0

Varianza (Var): La varianza es una medida de dispersion utilizada para representar
la variabilidad de un conjunto de datos respecto a la media. En este caso, los
valores corresponden a los que conforman el vector de entrada X como se define

en la ecuacion (4.2).
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n-1
L (4.2)
2 (X) == ) (i = H ()Y
i=0

Desviacién estandar (Dest): La desviacién estdndar es un promedio de las
desviaciones individuales de cada elemento de un conjunto de datos con respecto
a la media de una distribucién. De esta manera mide el grado de dispersién o

variabilidad de los datos. Su definicidn se presenta en la ecuacion (4.3)

ot (4.3)
() = |2 (i — k()Y
i=0
o Normalizacion (Norm): Valores normalizados, en unidades tipificadas o

variables estandarizadas consiste en la transformacion de los valores de una
muestra, como por ejemplo los del vector de entrada de manera que los valores
gue lo conforman tengan ahora un valor de media igual a cero y una desviacion

estandar igual a uno, usando la definicién de la ecuacion (4.4).

Xn_1 — u(X Xg — u(X )
Z(X):[nl ( ),..., 0o — uX) (4.4)
a(X) a(X)
° Caracteristicas de Lectura (LC): Corresponde al vector de caracteristicas

L a partir del cual se generaran todos los vectores de caracteristicas adicionales y
esta conformado por las lecturas de los usuarios tomadas a partir de la realizacion
de lainspeccion técnica (l,) y las lecturas de los ocho meses previos a la realizacion

de esta (lg, ... , 1), en la ecuacion (4.5) se observa la nomenclatura del vector.

L= lg,..,1] (4.5)

4.3.2Caracteristicas disefiadas (meta-caracteristicas)
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Partiendo de los valores de la caracteristica de lectura mensual del vector de
caracteristicas de lecturas mensuales L, se realiza la aplicacion de las funciones
estadisticas y de transformacion de la representacion para el disefio de cada una de las

meta-caracteristicas definidas a continuacion.

o Promedio lecturas (PR): representado en la ecuacion (4.6), corresponde
al promedio de la lectura de los ultimos cuatro meses, evaluado para un intervalo
de tiempo que va del mes de la inspeccion técnica y los cinco meses anteriores,
muestras que corresponde al total de promedios generados abarcando todo el

vector de lecturas.

[Prom — [lProm lPromO]
Prom (4'6)
L = [.u({l&l%l& lS})' '#({13'l2'll'l0})]
1% 1v
[ Prom — [ZZ l;, ,ZZ li]
i=5 i=0
. Varianza lecturas (LCV): representado en la ecuacion (4.7), corresponde

a la Varianza de las lecturas de los dltimos cuatro meses, evaluado para un
intervalo de tiempo que va del mes de la inspeccién técnica y los cinco meses
anteriores, muestras que corresponde al total de varianzas generadas abarcando

todo el vector de lecturas.

var — [lVarS lVaro]
Var 2 2 (4.7)
L' = [o°({lg, l7, 16, ls}), - , 02 ({l3, 12, 11, o })]
8 3
Lrer = lZ‘.(li —1577°™)?, ---'lz(li — 1, ™2
44 44
i=5 =0
o Desviacién estandar lecturas (LCDS): representado en la ecuacion (4.8),

corresponde a la Desviacion estandar de las lecturas correspondientes a los ultimos
4 meses, de igual manera que el caso de la varianza, el nimero de muestras
corresponde al total de desviaciones generadas abarcando todo el vector de

lecturas.
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[Desv — [lDesvs lDesvo]
Desv (4.8)
L7 = [o({lg, U7, 16, Is}), v , 0 ({l3, 12, 11, Lo})]
LDesv — [ /lgar ’lgar]
. Lectura normalizada (LCN): representado en la ecuacion (4.9),

corresponde a la normalizacién de media cero y varianza uno del vector de lecturas

base.
[Norm — [lNorm8 lNormO]
(4.9)
LNm‘m — Z(L)
pvorm _ [le = @) L = p)
o)y ' o)
. Promedio lecturas normalizado (PRN): representado en la ecuacion

(4.10), corresponde a la normalizacion de media cero y varianza uno del vector PR

(Promedio lecturas)

LProm_Norm — lProm_Norm lProm_Norm
- [ 5y 0]

JProm_Norm _ Z(LProm)

(4.10)
LProm_Norm _ lProm5 _ ‘u(LProm) lPromO _ ‘u(LProm)
O-(LProm) ren O-(LProm)
. Varianza lecturas normalizada (LCVN): representado en la ecuacién

(4.11), corresponde a la normalizacién de media cero y varianza uno del vector LCV

(Varianza de lectura)

[var Norm _ [lVar_Norm [Var_Norm ]
= 5y rer s 0

’

pvar_Norm _— Z(LVar)

lVar5 _ ‘u(LVar) lVar0 _ 'u(LVar) (4-11)

O-(LVar) rren O-(LVar)

LVar_N orm _—
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o Desviacion estandar lecturas normalizada (LCDSN): representado en la
ecuacion (4.12), corresponde a la normalizacion de media cero y varianza uno del

vector LCDS (desviacion estandar de lectura)

LDesv_Norm _ [lDesv_Norm lDesv_Norm ]
—_ 5y eee ) 0
(4.12)
LDesv_Norm — Z(LDesv)
LDeSU—Norm 3 lDesv5 _ M(LDESU) lDesvo _ M(LDesv)
- O.(LDesv) yn O-(LDesv)
. Consumos (CM): representado en la ecuacién (4.13), Hace referencia a la

diferencia de dos lecturas consecutivas, corresponde al consumo de energia mes

registrado por un usuario.

C = [C7, 'CO]
(4.13)
C=[Ug— 7).,y — lp)]
o Consumo normalizado (CMN): representado en la ecuacion (4.14),

corresponde a la normalizacion de media cero y varianza uno del vector C

(Consumos)
cNorm — [CNorm . ’CNormO]
CNOTm — Z(C)
4.14
rom _[2 7RO 0~ 1O (@.14)
o) T a0
. Consumo promedio (CMP): representado en la ecuacion (4.15),

corresponde al promedio de los consumos de los Ultimos 4 meses por consumo.
evaluado para un intervalo de tiempo que va del mes de la inspeccion técnica y los
cuatro meses anteriores, muestras que corresponde al total de promedios
generados abarcando todo el vector de consumos.

Prom _ Prom Prom
C = [C 4o | ol

Prom (4.15)
C = [u({c7,ce,C5,C4}), o, 1({C7, C6, C5, Ca})]
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i=4 i=0

7 3
CProm — [lz C: lz C]
4 Ly i

Consumo promedio normalizada (CMPN): representado en la ecuacién

(4.16), corresponde a la normalizacion de media cero y varianza uno del vector C (

Consumo promedio de consumo de energia)

CProm_Norm — [CProm_Norm‘p . CProm_NormO]

CProm_Norm =7 (CProm)

Ci’rom _ M(CProm) loProm _ M(CProm) (4'16)

CProm_Norm —
O-(cProm) rren O-(cProm)

Promedio progresivo (PRA): promedio aplicado de manera gradual mes a

mes. Para el mes de la inspeccién técnica se toma el promedio resultante de la

lectura mes inspeccion y la del mes anterior, la segunda muestra promedia la

lectura mes anterior y la correspondientes a los dos meses anteriores,

gradualmente se van considerando mas meses anteriores hasta finalizar con el

promedio de la lectura mes inspeccion y la correspondiente a los ocho meses

anteriores. Su representacion se da en la ecuacion (4.17).

JPRA — [lPRA% ’lPromO]
8 .
s |1 1w v Iv (4.17)
L = §le,§le,,§le,52ll
i=0 i=0 i=0 i=0

Promedio progresivo normalizado (PRAN): Normalizacién de media cero

y varianza uno del promedio progresivo, ecuacion (4.18).

PRA_Norm _ lPRA_Norm lPRA_Norm
L - [ S5y 0]

[PRANoTm — 7 ([PRA) (4.18)

l;RA _ y(LPRA) lOPRA _ M(LPRA)

LPRA_Norm —
O'(LPRA) ’ ’ O'(LPRA)
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Nomenclatura meta-caracteristicas

Para pasar de la notacién matematica a la denominacién como caracteristicas en el conjunto de
datos, antes de realizar la presentacion de las nuevas meta-caracteristicas obtenidas, en la Tabla
4-1jError! No se encuentra el origen de la referencia. se relacionan los nuevos campos con la
respectiva nomenclatura de las operaciones correspondientes aplicadas para obtenerlas.

Tabla 4-2: Definicién y notacién de las caracteristicas originales y las meta-caracteristicas
propuestas a partir de las funciones estadisticas.

Descripcion

Notacion
Ecuaciones

Identificador
conjunto de
datos

Caracteristicas del
conjunto de datos

Lecturas del mes actual L= [lg,.., 1] LC LC-8, LC-7, LC-6, LC-5, LC-4,
(LC-0) y los anteriores LC-3, LC-2, LC-1, LC-0
ocho meses (LC-1 a LC-8)

Promedio lecturas mes JProm — [lemS, . lPromO] PR PR-5, PR-4, PR-3, PR-2, PR-1,
actual (PR-0) y los PR-0

anteriores cinco meses

(PR-1 a PR-5)

Varianza lecturas mes Lvar — [lVaTS, o lV‘lTO] LCV LCV-5, LCV-4, LCV-3, LCV-2,
actual (LCV-0) y los LCV-1, LCV-0
anteriores cinco meses

(LCV-1 a LCV-5)

Desviacién estandar [ Pesv — [lDeS”S, ’lDest] LCDS LCDS-5, LCDS-4, LCDS-3,
lecturas mes actual LCDS-2, LCDS-1, LCDS-0
(LCDS-0) y los anteriores

cinco meses (LCDS-1 a

LCDS-5)

Lecturas normalizadas [Norm — [lNO”mS, . lNormO] LCN LCN-8, LCN-7, LCN-6, LCN-5,
mes actual (LCN-0) y los LCN-4, LCN-3, LCN-2, LCN-1,
anteriores 8 meses (LCN- LCN-0

1 a LCN-8)

Promedio lecturas [Prom_Norm PRN PRN-5, PRN-4, PRN-3, PRN-
normalizado mes actual _ [lProm_Norm [Prom_Norm ] 2, PRN-1, PRN-0
(PRN-0) y los anteriores - re 0

cinco meses (PRN-1 a

PRN-5)

Varianza lecturas Lvar_Norm LCVN LCVN-5, LCVN-4, LCVN-3,
normalizada mes actual _ [lVaT_Norm [var_Norm ] LCVN-2, LCVN-1, LCVN-0
(LCVN-0) y los anteriores - 570y 0

cinco meses (LCVN-1 a

LCVN-5)

Desviacion estandar [ Pesv_.Norm LCDSN LCDSN-5, LCDSN-4, LCDSN-

lecturas normalizada
mes actual LCDSN-0) y
los anteriores cinco
meses (LCDSN-1 a
LCDSN-5)

[lDesv_Norm [Desv_Norm ]
ey 0

)

3, LCDSN-2, LCDSN-1,
LCDSN-0
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Consumos mes actual C = [c7,...,C0) CM CM-7, CM-6, CM-5, CM-4,
(CM-0) y los anteriores CM-3, CM-2, CM-1, CM-0
siete meses (CM-1 a CM-

7)

Consumo normalizado cNorm [cNO”m% . cNO”mO] CMN CMN-7, CMN-6, CMN-5,
mes actual (CMN-0) y los CMN-4, CMN-3, CMN-2,
anteriores siete meses CMN-1, CMN-0
(CMN-1 a CMN-7)

Consumos promedio chrom = [cFrom, [Prom ] CMP CMP-4, CMP-3, CMP-2,
mes actual (CMP-0) y los CMP-1, CMP-0
anteriores cuatro meses

(CMP-1 a CMP-4)

Consumo promedio cProm_Norm CMPN CMPN-4, CMPN-3, CMPN-2,
normalizada mes actual = [cPromNorm . cProm.Norm 1 CMPN-1, CMPN-0
(CMPN -0) y los

anteriores cuatro meses

(CMPN -1 a CMPN -4)

Promedio progresivo LPRA = [[PRA_ . [PTom ] PRA PRA-7, PRA-6, PRA-5, PRA-4,
mes actual (PRA-0) y los PRA-3, PRA-2, PRA-1, PRA-0
anteriores siete meses

(PRA-1 a PRA-7)

Promedio progresivo ] PRA_Norm PRAN PRAN-7, PRAN-6, PRAN-5,
normalizado mes actual = [lPRA_NOTmS, ’lPRA_NOTmO] PRAN-4, PRAN-3,
(PRAN-0) y los anteriores PRAN-2, PRAN-1, PRAN-0
siete meses (PRAN-1 a

PRAN-7)

Fuente: propia

4.3.3 Resultados del disefio de meta-caracteristicas

La generacion de estas caracteristicas tiene como propésito principal permitir observar el
comportamiento de las variables con respecto a la clase mas alla de la lectura del conjunto
de datos original, considerando aspectos adicionales como la constancia o variacion entre
las medidas de lecturas mes a mes y la caracterizacion de estas por medio de las funciones
estadisticas indicadas previamente. Esto arrojo resultados interesantes en tanto que para
algunas variables se pudo identificar una mejor diferenciacién entre clases para algunas
meta-caracteristicas en relacion con la distribucion de los datos por clase. Las meta-
caracteristicas resultantes tienen un comportamiento aparentemente no paramétrico por lo
cual puede no ser suficiente usarlas de forma independiente y se requiera métodos
complementarios como la seleccibn de caracteristicas y algoritmos de aprendizaje

automético. Aun asi, estas meta-caracteristicas contribuyen en complementar el
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enriguecimiento del conjunto de datos, porque no se relacionan linealmente con las
caracteristicas iniciales. En la Figura 4-2. se muestra la distribucién por clase de las
lecturas mensuales (LC) y algunas de las meta-caracteristicas derivadas como las
Lecturas normalizadas (LCN), Varianza de lecturas normalizadas (LCVN), Desviacion
estandar de lecturas normalizada (LCDSN), Promedio de lecturas normalizado (PRN), y
Consumo promedio normalizado (CMPN). En esta figura se evidencia como las diferencias
en la distribucion de datos de algunas de las meta-caracteristicas es mas evidente que con
los datos de lectura mensual iniciales. Para ver el detalle de los comportamientos de todas

las meta-caracteristicas ver el Anexo A.

LC-4 LCN-4 LCVN-4
2
350000 2
300000 1
20000 B
Q
J0000 u
150000 3 g °
100000
50000 ‘ -2 )
o
L -2
Sin NTL Con NTL Sin NTL Con NTL Sin NTL Con NTL
LCDSN-4 PRN-4 CMPN-4
1] 00 (1] ‘ ‘
-1
1
Sin NTL Con NTL Sin NTL Con NTL Sin NTL Con NTL

Figura 4-2: Comportamiento de clase para conjunto de meta-caracteristicas de las
lecturas mensuales. Para cada caso varia la distribucion de densidad de probabilidad de
cada meta-caracteristica respecto a la clase. Las meta-caracteristicas generadas
sugieren un comportamiento no paramétrico que contribuye a enriquecer el conjunto de
datos en cuanto estas no se relacionan linealmente con las caracteristicas de lecturas
mensuales originales (LC). En la figura se relacionan las caracteristicas y meta-
caracteristicas LC-4, LCN-4, LCNV-4, LCDSN-4, PRN-4 y CMPN-4. Fuente: Propia
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4.4 Seleccion de caracteristicas mas importantes

En la Figura 4-3 se describe el proceso de construccion del conjunto de datos final a partir
de la informacion del cliente y datos del proceso de toma de lectura mensual. El etiquetado
de clases se realiz6 a partir de las inspecciones técnicas realizadas en sitio, y sobre la
fecha de la realizacion de estas inspecciones se establece el vector de lecturas (LC).
Finalmente, a partir del vector de lecturas se calcularon las diferentes meta-caracteristicas
gue se integraron al conjunto de datos final, el cual consiste de un total de 480

caracteristicas, de las cuales 96 corresponden a las meta-caracteristicas propuestas.

Los registros de septiembre del 2017 a octubre del 2018, se emplearon para la
identificacion de las caracteristicas mas relevantes y el entrenamiento del modelo (conjunto
de datos de entrenamiento y validacion). La segunda porcion de noviembre del 2018 a
enero del 2019 se empled para la evaluacion del desempefio del modelo obtenido
(conjunto de prueba). En la Figura 4-4 se aprecia mejor esta distribucion, del conjunto de
datos de entrenamiento el 70% se usa para realizar el entrenamiento de los modelos y la
selecciéon de las caracteristicas mas relevantes mediante la aplicacion de criterio de
validacion cruzada estratificada de k particiones (k-folds), tomando k=5. El 30 % de los
datos restantes se emplearon como el conjunto de datos de validacién para los modelos
seleccionados. Finalmente, en conjunto de datos de prueba se evalu6 el comportamiento
del modelo en las condiciones de operacion con datos desconocidos y corresponde al 9%

del total de los registros.
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* PRAN

Generacion de Meta-caracteristicas

Figura 4-3: Esquema del proceso de construccion del conjunto de datos final a
partir de la toma de lecturas mensuales, los datos de los clientes y las inspecciones
técnicas, asi como las caracteristicas extraidas de lecturas y consumos, y las meta-
caracteristicas disefiadas en la seccion 4.3.2. Estos elementos son de naturaleza
continua al igual que la base de su generacion que son las lecturas por lo que su
integracion es solo adicionar los vectores nuevos al conjunto de datos inicial.
Fuente: Propia

Conjunto de datos

Desde Sep-2017 a Desde Nov-2018 a
Oct-2018 (91%) Ene-2019 {9%)

Entrenamiento (70%) : i
Validacion

1 K-fold |2 K-fold |3 K-fold |4 K-fold |5 K-fold (30%)

Prueba

Figura 4-4: Distribucion del conjunto de datos de entrenamiento, validacion y
prueba.
Fuente: Propia

4.4.1Validacion cruzada K-fold

La validacion cruzada es un método de entrenamiento de algoritmos de clasificacion
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orientado a la generacion de un modelo generalizado que se entrena a partir de rotaciones
del conjunto de entrenamiento y prueba (o validacion) estratificado, es decir que los
conjuntos de datos resultantes conservan la misma proporcion de datos contenida en el
conjunto de datos inicial, segun su etiqueta de clase. De esta manera se garantiza que
todos los datos en algin momento hacen parte del conjunto de prueba. Esto se logra
dividiendo el conjunto de datos en “folds”, particiones estratificadas del conjunto de datos
e iterando los procesos de entrenamiento igual nimero de particiones realizadas, que para
este caso corresponde a 5 particiones. Eso se hace para minimizar el problema de
sobreajuste (overfitting), sobreentrenamiento y sesgo de seleccion del modelo (Yadav &
Shukla, 2016) En la Figura 4-5 se puede observar el proceso de seleccion de
caracteristicas para los dos algoritmos (Random Forest y mRMR) en el cual el conjunto de
datos de entrenamiento se dividié en 5 particiones y para cada una de las 5 iteraciones
correspondientes, se cambié el conjunto de datos de prueba. Este conjunto de prueba fue
excluido en cada iteracion durante el entrenamiento, por lo que no se consideré en los

algoritmos de clasificacion en cada iteracion.

1 Iteracion Seleccion de caracteristicas
JLETar

|1 K.romlz K-fold |3 K-fold |4 K-foIdF SEEL

Conjunto de
caracteristicas 1

¥

Prueba

2 Iteracion .
4 K-fold - Conjunto de

|1 K-roldlz K-fold |3 K-roldl Prueba 5 K-roldl caracteristicas 2
MRMR
3 Iteracion Coniunto d
|1 K-fold |2 K-fold ma K.ro|d|5 K-foldl ] " caraocrtlg:nsgcai 3

Random
Forest

Identificacion
estadistica de
caracteristicas mas
relevantes (RF)

4 Iteracion

{HH

Conjunto de

2 K-fold > P
|1 K'mldrprueha 3 K-fold |4 K-foldIS K-roldl caracteristicas 4

5 Iteracion .
1 K-fold - Conjunto de
Prueba 2 K-fold |3 K-fold |4 K-foldIS K-roldl "| | caracteristicas 5

Figura 4-5: Aplicacion de validacion cruzada de 5 particiones (5-folds) para evaluar el
desempefio de los algoritmos de seleccién de caracteristicas de Random Forest y mMRMR.
Fuente: Propia

4.5 Seleccidn de caracteristicas relevantes
usando Random Forest
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Se utilizé el algoritmo de clasificacion de Random Forest y la medida del indice de Gini
como criterio para medir la pureza de la division realizada basada en una caracteristica
particular del total del conjunto de datos del clasificador de acuerdo con la definicion de la
ecuacion (4.19), donde P; corresponde a la probabilidad de ocurrencia de la clase j,
estimada a partir de la proporcion de registros clasificados de la clase j. En nuestro
problema de naturaleza binaria para N=2 (Con NTL vs Sin NTL), el indice de Gini es
maximo con valor de 0.5 si la proporcién de datos son iguales entre las clases, y minimo
con valor igual a 0 si todos los datos pertenecen a una sola de las clases. Para el indice

Gini, menor es mejor.

N
Gini = 1— ZP]-Z (4.19)
j=1

Para la busqueda del mejor modelo que permitiera una mejor seleccién de las
caracteristicas mas importantes para este algoritmo se empled la métrica de precision
promedio macro para comparar los resultados obtenidos de los diferentes modelos

evaluados, en la ecuacion (4.20) se muestra su definicién.

% % .
p n )/ (4.20)

Macro — Precision promedio = ( +
stonp ' Vp+Fn Fp+ Vn)

4.5.11dentificacién de mejor modelo para algoritmo de

seleccion basado en Random Forest.

Para determinar el mejor modelo Random Forest que se usd para la seleccion de
caracteristicas con implementacion de validacion cruzada, se realizaron 5 iteraciones para
los clasificadores como se muestra en la Figura 4-6, el pardmetro de variacion para cada
modelo corresponde al numero de arboles en el bosque (n_estimators en la
implementacion de sklearn). Para este caso se evaluaron los valores de n_estimators
iguales a 3, 5, 7, 10, 15, 20, 30, 50, 75, 100, 125, 150, 175, 200, 300, 400, 500, 750 y 1000.

El conjunto de datos empleado para la seleccion del clasificador corresponde a una nueva
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particién aleatoria del conjunto inicial definido para entrenamiento y prueba. El objetivo de
este proceso es la identificacion del clasificador que presente mejores resultados para

aplicar en extraccion de caracteristicas usando validacion cruzada para disminuir el sesgo

en la seleccion.

n_estimators lteracion 1 lteracién 2 lteracion 3 lteracion 4 lteracién 5

n_estimators = 3 Algoritmo Random Forest Med_\d? Medid_g Me““_‘? Med‘?‘? Med_id_g
Precision Precision Precision Precision Precision

Entrenamiento {70%) Prueba promedio promedio promedio promedio promedio

30%] n_estimators = 3 n_estimators = 3 n_estimators = 3 n_estimators =3 _nfeslimalors = 3_

n_estimators = 5 LEEIE L i LEILE SEE

Dracon Precision Precision Precision Precision Precision

Entrenamiento (70%) 30% promedio promedio promedio promedio promedio

n_estimators = 750

Entrenamiento (70%)

Prueba
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Prueba
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Figura 4-6: Aplicacion de validacion cruzada de 5 particiones para seleccion de
caracteristicas con diferentes valores del pardmetro de nimero de arboles en el bosque
(n_estimators) del algoritmo Random Forest.

Fuente: Propia

Como se puede observar en Tabla 4-3, se selecciond el modelo del clasificador de
Random Forest que presentdé mejor desempefio promedio para las 5 iteraciones de
validacién cruzada de acuerdo con la medida de desempefio de clasificacién de precision
promedio macro (Macro-average precision). En este caso el valor con el mejor desempeifio
de acuerdo con el numero de arboles en el bosque (n_estimators) obtenido corresponde a
300 y el resultado promedio para la métrica indicada fue 0,82.

Tabla 4-3: Resultados de desempefio en términos de precision promedio macro (Macro-
average precision) de las 5 iteraciones de validacion cruzada para cada uno de los
clasificadores de Random Forest usando diferentes valores para el parametro nimero de
arboles del bosque (n_estimators).

L L2 ., ., L, Precision
. Iteracion Iteracion Iteracion Iteracion Iteracion .
n_estimators promedio
1 2 3 4 5
macro
0,87 0,62 0,60 0,62 0,57 0,66
5 0,81 0,85 0,76 0,78 0,88 0,81
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7 0,77 0,77 0,70 0,66 0,81 0,75
10 0,74 0,80 0,83 0,88 0,71 0,79
15 0,80 0,89 0,71 0,98 0,72 0,82
20 0,58 0,85 0,61 0,84 0,78 0,73
30 0,80 0,71 0,84 0,84 0,88 0,81
50 0,88 0,78 0,80 0,67 0,77 0,78
75 0,77 0,74 0,90 0,84 0,83 0,81
100 0,74 0,74 0,69 0,77 0,77 0,74
125 0,81 0,78 0,82 0,88 0,72 0,80
150 0,72 0,77 0,81 0,75 0,82 0,77
175 0,78 0,71 0,78 0,74 0,81 0,76
200 0,83 0,74 0,81 0,69 0,81 0,78
300 0,84 0,81 0,89 0,71 0,86 0,82
400 0,77 0,77 0,77 0,75 0,90 0,79
500 0,84 0,78 0,82 0,80 0,71 0,79
750 0,74 0,76 0,74 0,78 0,79 0,76

1.000 0,81 0,78 0,80 0,76 0,81 0,79

Fuente: Propia

4.5.2.Implementacion de validacion cruzada para seleccion de

caracteristicas usando algoritmo Random Forest

Una vez seleccionado el mejor parametro del nimero de arboles del bosque del
clasificador Random Forest, se realizd la experimentacion de validacion cruzada de 5
particiones para la seleccién de las caracteristicas mas relevantes, tal como se representa
en la Figura 4-5 dejando fijo este parametro con n_estimators = 300. En cada una de las
evaluaciones se calcul6é el indice de Gini por caracteristica, se entrené el modelo de
Random Forest para cada uno de los conjuntos de entrenamiento, de cada particion de las
5 iteraciones, garantizando que todos los datos en algiin momento de las evaluaciones
fueron excluidos del conjunto de entrenamiento. En la Figura 4-7 se muestra las 50
mejores caracteristicas seleccionadas, que corresponden a las que méas aparecieron en
todas las iteraciones de los 5 fold y se promedié su resultado, ya que se podian obtener
caracteristicas con un valor bajo de gini en una de las cinco iteraciones y no aparecer en

las demas por lo que no seria un valor adecuado para la experimentacion.
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Figura 4-7: indice de Gini para las 50 mejores caracteristicas seleccionadas por algoritmo
Random Forest (n_estimators = 300).
Fuente: Propia

4.6 Seleccibn de caracteristicas relevantes
usando mRMR

Con el algoritmo de minima redundancia y maxima relevancia (MRMR), se realiza la
seleccion de las caracteristicas mas importantes basandose en alta correlacion que tienen
estas con la clase de salida y baja correlacion entre las mismas caracteristicas. A partir de
estas medidas se cuantifica la importancia de cada atributo o caracteristica, maximizando
los resultados de una funcion objetivo que se basa en un criterio de diferencia o cociente
de informacion mutua (Peng et al., 2005). Para caracteristicas continuas, el estadistico F
se puede usar para calcular la correlacién con la clase (relevancia) y el coeficiente de
correlacion de Pearson se puede usar para calcular la correlacién entre caracteristicas
(redundancia). A partir de entonces, las caracteristicas se seleccionan una por una
aplicando una busqueda avida para maximizar la funcion objetivo, que es una funcion de
relevancia y redundancia. Dos tipos comunmente utilizados de la funcion objetivo son MID
(criterio de diferencia de informacion mutua) y MIQ (criterio de cociente de informacién
mutua) que representan la diferencia o el cociente de relevancia y redundancia,

respectivamente (Peng et al., 2005).
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Para calcularla se especifican los aspectos a considerar, el algoritmo se basa en los

siguientes aspectos para definir las caracteristicas mas importantes:

. Maximizar_relevancia: Estadistico F: F(i,h), donde i corresponde a la

caracteristica i-ésima, h hace referencia a la clase h-ésima, y S es el vector de
caracteristicas a seleccionar. Esta ecuacion busca el conjunto de caracteristicas S
gue maximiza la funcion Ve. Esta corresponde a la ecuacion (4.21).

1 .
maxVe, Vg= EZ F(i,h) (4.21)

€S

. Minimizar redundancia: Correlacion C(i,j). Donde i,j corresponden a los

valores de las caracteristicas. Es probable que las caracteristicas seleccionadas de
anteriormente puedan ser bastante redundantes entre si (cuando dos
caracteristicas dependen en gran medida la una de la otra), la siguiente condicién
de redundancia minima se aplica para para seleccionar mutuamente caracteristicas

exclusivas. Esta corresponde a la ecuacion (4.22).

1 (4.22)
minW,, W, = WZ 1G]
i,j

o El criterio que combina las dos restricciones anteriores es llamado minima-
redundancia-maxima-relevancia (MRMR) y como se combinan en una expresion o
funcién objetivo basado en la diferencia o cociente obtenido de estas, y se muestran

a continuacion, relacionadas en la ecuacion (4.23) y (4.24).

MIQ: criterio de cociente de informacién mutua:
MIQ = max (V/W) (4.23)

MID: criterio de diferencia de informacién mutua:

MID = max (V — W) (4.24)
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De acuerdo a la Figura 4-5 al igual que en la implementacion del algoritmo Random Forest,
se aplicé el modelo de seleccion mMRMR a cada uno de los conjuntos de entrenamiento de
cada patrticién de las 5 iteraciones, de manera que todos los datos en algin momento de
las validaciones fueron excluidos del conjunto de entrenamiento y pertenecieron al
conjunto de pruebas. En la ejecucidén del algoritmo se priorizo la seleccién de las 50
caracteristicas mas relevantes para cada iteracion y posteriormente promediar las
puntuaciones obtenidas para el conjunto total y de acuerdo a este valor, identificar las
mejores. En la Figura 4-8 se muestran las 50 caracteristicas seleccionadas y su relacion

con los valores maximos y minimos obtenidos dentro de las 5 iteraciones.
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Figura 4-8: Puntaje para las 50 mejores caracteristicas seleccionadas por algoritmo
MRMR.
Fuente: Propia

4.7 Conjuntos de datos para experimentacion

Con el propdsito de realizar la experimentacion sistemética de analisis de datos usando
métodos de aprendizaje computacional, se consolidaron un total de 14 conjuntos de datos
para la experimentacion, partiendo del conjunto de datos original conformado por 482
caracteristicas en un consolidado de 390 registros (CD_SF), descrito en la Seccion 4-3, y
un conjunto derivado de éste, generado a partir de la extraccion de datos con respuesta
PQR en valor “Se realiza la revision técnica”, segun resultados de inspecciones técnicas
relacionadas en la Tabla 3-3. Esto debido a que estos registros mostraron un

comportamiento bastante similar para los resultados de ambas etiquetas, la finalidad de
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este proceso adicional era disminuir el impacto que pudieran tener estos registros en el
resultado de la clasificacion. El nuevo conjunto de datos cuenta con un total de 318
registros y 455 caracteristicas (CD_FL), de acuerdo con lo presentado en la Seccién 4-2.
A partir de estos dos conjuntos de datos base (CD_SF y CD_FL), se aplicaron los dos
algoritmos de seleccion de caracteristicas Random Forest y mRMR, para formar conjuntos

de datos con 100, 50 y 20 caracteristicas.

En la Figura 4-9 ilustra el proceso de consolidacion de los diferentes conjuntos de datos,
desde el conjunto de datos con la totalidad de caracteristicas y registros sin filtrar (CD_SF),
el conjunto de datos de todas las caracteristicas con registros filtrados (CD_FL), y los
respectivos conjuntos de datos derivados de estos aplicando los dos métodos de seleccién
de caracteristicas (MRMR y Random Forest) variando el nimero de caracteristicas
seleccionadas entre 100, 50 y 20, para un total de 14 conjuntos de datos, los cuales se
relacionan en la Tabla 4-4 con su respectiva descripcién, codigo y numero de

caracteristicas.

Tabla 4-4: Descripcién de conjunto de datos consolidados para experimentacion.

Descripcion Cddigo Numero de caracteristicas
Registros sin filtrar CD_SF 480
Selecciéon 100 Random Forest CD_SF 100 RF 100
Seleccion 50 Random Forest CD_SF 50 RF 50
Seleccion 20 Random Forest CD_SF 25 RF 25
Seleccion 100 MRMR CD SF 100 MRMR 100
Seleccién 50 MRMR CD_SF 50 MRMR 50
Seleccion 25 MRMR CD SF 25 MRMR 25
Registros filtrados CD_FL 455
Selecciéon 100 Random Forest CD FL 100 RF 100
Seleccion 50 Random Forest CD_FL 50 RF 50
Seleccion 20 Random Forest CD _FL 25 RF 25
Seleccion 100 MRMR CD FL 100 MRMR 100
Seleccién 50 MRMR CD_SF 50 MRMR 50
Seleccion 25 MRMR CD SF 25 MRMR 25
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Conjunto de datos
Desde Sep-2017 a Desde Nov-2018 a
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CD_FL_25 RF CD_FL_25_MRMR CD_SF_25 RF CD_SF_25_MRMR

Figura 4-9: Aplicacion de validacion cruzada para seleccion de caracteristicas.
Fuente: Propia

5. Clasificacion y agrupamiento automatico de
clientes sospechosos de pérdidas no técnicas de

energia.

En este capitulo se aborda la implementacion de técnicas de aprendizaje computacional
tanto de enfoques supervisados y no supervisados para la deteccion de clientes
sospechosos de pérdidas no técnicas de energia (NTL). Para el enfoque no supervisado
(agrupamiento) se emplearon los algoritmos de Spectral clustering, Agglomerative
clustering y K-means, para el enfoque supervisado (clasificacién) se emplearon las
técnicas de Random Forest y Gradient Boosting . Se hace una descripcion de cada uno de

los métodos y la forma en la que se realiz6 la experimentacion, esto es la implementacion
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de validacién cruzada y la busqueda de parametros Optimos a través del método Grid
Search, finalmente se muestran los resultados obtenidos para los diferentes conjuntos de

datos.

5.1 Aprendizaje automatico no supervisado para
agrupamiento

5.1.1 Algoritmo de agrupamiento K-means

El algoritmo de K-medias (0 K-means en inglés) agrupa los datos tratando de separar las
muestras en n grupos comparando las distancias con elementos de referencia que se
denominan centroides y que corresponden a la media de todos los elementos que
componen un grupo en el espacio de caracteristicas. EI método tiene como objetivo elegir
centroides, iterando para minimizar la distancia euclidiana al cuadrado de todos los
elementos i del grupo respecto a su valor medio (centroide). Esta técnica se adapta bien a
una gran cantidad de muestras siempre y cuando se pueda controlar la presencia de
registros atipicos en el conjunto de datos y su facil implementacién le ha permitido abrirse
paso en una amplia gama de areas de aplicacibn en muchos campos diferentes

(Shukla, 2014). En la Figura 5-1 se ilustra el proceso de operacién del algoritmo.
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1. Conjunto de elementos en un espacio de caracteristicas 2D

2. 5e define el nimero de clisters con k=3 y se ubican
inicialmente al azar en el espacio de caracteristicas.

3. Se calcula la distancia euclidiana de cada elemento a cada
centroide y formara parte del clister que se encuentre mas
CEercano

4. Se repite el proceso para fodos los elementos del conjunto de
datos de manera que cada uno queda asociado a un grupo.

5. Se calculan nuevos centroides, basados en todos los
elementos gue pertenecen a un mismo grupo.

6. Se itera nuevamente para todos los elementos del conjunto de
datos, cada reinicio del ciclo mejora los resultados de la

agrupacion y convergen a un grupo definitivo de centroides.

Figura 5-1: Operacion algoritmo K-means. En la figura se ilustra un conjunto de datos en
un espacio de caracteristicas 2D y sobre estos el algoritmo realiza el agrupamiento en tres
clusteres (Parametro k = 3) basados en los centroides A, B y C. El escenario mostrado
indica la formacion inicial de los tres grupos basado en centroides aleatorios, y la iteracion
posterior con el célculo de los nuevos centroides basados en las agrupaciones obtenidas.
Fuente: Propia
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5.1.2 Algoritmo de agrupacion jerarquica (Agglomerative

clustering)

La agrupacion jerarquica se basa en la agrupacion de elementos similares entre si, através
del establecimiento de una métrica de similitud que permita asociar elementos cercanos
entre si. Esta jerarquia de grupos se representa como un arbol o dendrograma, donde la
raiz del &rbol es el grupo Unico que contiene todas las muestras, siendo las hojas los
grupos con una sola muestra. En la Figura 5-2 se muestra la operacién del algoritmo, el
modelo realiza una agrupacién jerarquica utilizando un enfoque de abajo arriba: cada
observacién comienza en su propio grupo y los grupos se fusionan sucesivamente. Los
criterios de vinculacién se determinan por la métrica utilizada como estrategia de fusién.
Para el caso de estudio se emplean dos funciones de métrica estas son la Distancia
euclidiana (Ecuacién (5.1)) y la distancia Manhattan o City Block (Ecuacion (5.2)). Este
algoritmo se seleccioné teniendo en cuenta que es uno de los mas usados en mdultiples
aplicaciones, su simplicidad lo hace facil de implementar y se caracteriza por presentar
robustez frente a la operacién con valores atipicos y ser apropiado para grandes conjuntos
de datos (Shraddha K.Popat, 2014).

(5.1)
dip,q) = llp—qll, =

n (5.2)
d.a) = lIp=all = ) Ipi— al
i=1

Donde p y g son dos elementos diferentes que pertenecen al conjunto de

datos, a los cuales se calculara la distancia entre si, y n su dimension

(Numero de caracteristicas). p={p1,p2, - Pn}YA={91, 92, -, qn }
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Figura 5-2: Operacion algoritmo Agglomerative clustering. En la figura se ilustra la manera
en la que los elementos (A, B, C, D, E, F, G, H, |) se van agrupando en cada paso y se
construyen los clisteres con elementos que cumplen con el criterio de métrica de similitud
definido.

Fuente: Propia

5.1.3Algoritmo de agrupacion espectral (Spectral

clustering)

Esta técnica hace uso de los valores propios de la matriz de similitud de los datos para
realizar una reduccion de la dimensionalidad del conjunto previamente a la aplicacién de
una técnica de agrupacion, por ejemplo, por K-Means. El algoritmo se caracteriza porque
funciona bien para una pequefa cantidad de clUsteres y se puede implementar de manera

eficiente incluso para grandes conjuntos de datos (Luxburg, 2015). Este algoritmo consta

basicamente de tres pasos descritos a continuacion e ilustrados en la Figura 5-3:

Paso 1. Creacion de matriz de similitud de datos: Dado un conjunto de datos X =

{x1,x2, ..., X, } Y Una nocién de similaridad s;; = 0 entre todos los pares de datos
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x; ¥ xj, una forma de obtener una representacion de las similitudes es calcular el
grafico de similaridad G = (V,E). Donde los vértices (V) v; de este gréfico
representan los puntos x;, dos vertices estan conectados si la similitud s;; entre los
correspondientes x; Yy x; es positivo y el valor del borde (E) w; es ponderado con el

valor de la similitud obtenida, asi, la totalidad de los pesos ponderados conforman
la matriz de adyacencia W (Luxburg, 2015).

Paso 2. Reduccion de dimensionalidad: se usa para acercar elementos que pueden

pertenecer a una misma clase, de manera que puedan agruparse con un algoritmo
de agrupacion tradicional. Esto se hace mediante el célculo de la matriz de grafo

Laplaciana L y sus primeros k vectores propios (Ecuacion (5.3))

L=D-W (5.3)

Donde D corresponde a la matriz de grados, esta es una matriz diagonal, donde el
grado de un nodo de la diagonal viene dado por el nimero de bordes conectados
a él. También podemos obtener el grado de los nodos tomando la suma de cada

fila en la matriz de adyacencia.

Paso 3. Agrupacién de datos: emplear algoritmo de agrupamiento para establecer

clusteres de los elementos reducidos. Por lo general el algoritmo K-means ha sido

el mas implementado en esta etapa.
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Figura 5-3: Operacion algoritmo Spectral clustering. En la figura se ilustran los pasos
principales del algoritmo, primero se obtiene la matriz del grafo de adyacencia W a partir
de la similitud entre elementos, seguido del calculo de la matriz del grafo laplaciano L,
posteriormente la reduccion de la dimensionalidad a partir del calculo de los eigenvectores
de la matriz L y por dltimo la aplicacién de una técnica de agrupamiento convencional como
K-means.

Fuente: Propia

5.1.4Disefio Experimental
A partir de los conjuntos de datos consolidados descritos en la Tabla 4-4, tanto de
las caracteristicas y registros completos sin filtrar y filtrados (CD_SFy CD_FL), como
de los conjuntos de datos resultantes de los algoritmos de seleccion de

caracteristicas MRMR y Random Forest con las 25, 50 y 100 caracteristicas mas
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relevantes (D_SF_100 RF,CD_SF 50 RF,CD_SF 20 RF,CD_SF 100 MRMR,
CD_SF 50 MRMR, CD_SF 20 MRMR, CD _FL_100 RF, CD_FL 50 RF,
CD_FL_20 RF, CD_FL_100_MRMR, CD_SF 50 MRMR y CD_SF_20_MRMR),
se realizd la evaluacion experimental para el andlisis de los algoritmos de
agrupamiento con los diferentes subconjuntos de datos de acuerdo a las diferentes
caracteristicas, lo cual se presenta en la Figura 5-4. De esta forma, estos
subconjuntos de datos fueron usados de forma independiente tomando los datos
comprendidos entre septiembre de 2017 a octubre de 2018 como entrada de los
tres algoritmos de agrupamiento seleccionados: K-means, Spectral Clustering y
Agglomerative Clustering. Para cada subconjunto de datos y algoritmo se analizé
el desempenio de la calidad del resultado de agrupamiento para diferente nimero
de grupos o clusteres, K ={2, 3,4 ,5,6, 7, 8, 9} calculando medidas de desempefio
gue tomen en cuenta tanto la calidad del clister como la clase a la que pertenecen
los datos del cluster para escoger el mejor numero de cllsteres para cada
subconjunto de datos. Las medidas de desempefio usadas se describen en la

siguiente seccion.



70

Algoritmo de agrupacion y clasificacion para la deteccion de clientes
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa

comercializadora eléctrica en Colombia

CD_SF
CD_FL '—

CD_FL_100_RF '—
CD_FL_50_RF '—
CD_FL_100_MRMR '—
CD_FL_50_MRMR '—
CD_FL_25_MRMR '—

CD_SF_100_RF '—
CD_SF_25_RF '—
CD_SF_100_MRMR '—
CD_SF_50_MRMR '—

Particion de conjunto de datos

Conjunto de datos

Desde Sep-2017 a
Oct-2018 (91%)

Entrenamiento (100%)

CD_SF_25 MRMR F

Ny
Conjunto de datos

Eva,lﬂ'acibn de desempefio algoritmos agrupamiento

2 clusteres

T

i K-means

3 clusteres

4 clusteres

il

Spectral
Clustering

5

w
{x}
=
@
@
©

de

Medidas

6 clusteres

Agglomerative
Clustering

7 clusteres

8 clusteres

9 clusteres

il

Figura 5-4: Evaluacion experimental de los algoritmos de agrupamiento. Cada modelo usa
los conjuntos de datos indicados y a partir de los resultados de los clusteres evaluados K
={2, 3,4 .,5,6, 7, 8 9} se calculan las medidas de desempefio para comparar los
rendimientos obtenidos.

Fuente: Propia

Homogeneidad

(h)

5.1.5 Medidas de desempefio

Esta medida de agrupamiento supervisada, mide como es la distribucion de clases de los

datos dentro de cada grupo o clister y el sesgo que presenta con respecto a una sola

clase. Asi un grupo con homogeneidad igual a 1 indica por consecuencia una entropia

cero, es decir que todos los elementos que lo conforman pertenecen a una misma clase, y

esta definida por la ecuacion (5.4):

1
H(CIK)
~H(C)

siH(CIK) =0

en otro caso

(5.4)
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Donde

K| IC]

- - (5.5)
H(CIK) = — —log <;>
;; N ZlcC:|1 Ack

K| K| (5.6)
H(C) _ _sz:‘;’ack lOg <Zk:rllack>

Donde N corresponde a la cantidad de muestras del conjunto de datos, C ={¢;|i = 1, ..., n}
es el conjunto de clases, K= {k;|j = 1, ..., m} es el conjunto de clusteres y A es la tabla de
contingencia producida por el algoritmo de agrupamiento representando la solucién del
agrupamiento, de tal manera que A = {q;;} donde a;; es la cantidad de muestras del
conjunto de datos que son miembros de la clase c; y que pertenecen al cluster o grupo k;

(Rosenberg & Hirschberg, 2007).

Completitud (c)

Es simétrica a la homogeneidad e indica si todos los miembros de una clase determinada
se asignan a un mismo grupo o clister. Para evaluar la completitud, se examina la
distribucién de asignaciones de grupo dentro de cada clase. En una perfecta solucion de
agrupamiento completo, cada una de estas distribuciones estara completamente sesgada

a un solo grupo. La definicién de la medida de completitud esta dada por la ecuacién (5.7)

1 SiH(K|C)=0 (5.7)
€= 1-— HKIC) en otro caso
H(K)

Donde

ICl K|

. . (5.8)
H(K|C) = —Z z “%log (K;)

K|
c=1k=1 k=1 ck
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K|

Z|CC:|1 Ack (Zlcczll aCk) (59)
H(K) = — log

n

Donde N corresponde a la cantidad de muestras del conjunto de datos, C={¢|i =1, ...,n}
es el conjunto de clases, K= {k;|j = 1, ..., m} es el conjunto de clusteres y A es la tabla de
contingencia producida por el algoritmo de agrupamiento representando la solucién del
agrupamiento, de tal manera que A = {a;;} donde a;; es la cantidad de muestras del
conjunto de datos que son miembros de la clase c; y que pertenecen al cluster o grupo k;
(Rosenberg & Hirschberg, 2007).

V-medida (V-measure)

Corresponde a la media armédnica entre la homogeneidad (h) y la completitud (c), ver
Ecuacion (5.10). Es una medida basada en la entropia que mide explicitamente el éxito
con el que se han satisfecho los criterios de homogeneidad y completitud (Rosenberg &
Hirschberg, 2007).

hxc (5.10)

V —measure = Vp = (1+ﬁ)m

Si B es mayor que 1, la completitud se pondera con mas fuerza en el calculo. Si 8 es menor
qgue 1, la homogeneidad se pondera con mas fuerza. En este trabajo se usé un g de 1.0

dando igual importancia a la homogeneidad y la completitud.

5.1.6 Resultados

Se emple6 la métrica de V-measure que corresponde a la media armoénica entre la
completitud y la homogeneidad. Los conjuntos de datos con la totalidad de caracteristicas
filtrados CD_FL y sin filtrar CD_SF presentaron un rendimiento que no supero el 0,039 de

V-measure y cuyo mejor resultado se dio en agrupacion de 9 cluster en el algoritmo de K-
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means. En el caso de los conjuntos de datos filtrados y con seleccion de caracteristicas
mRMR (CD_SF_100_MRMR, CD_SF 50 MRMR y CD_SF_25 MRMR) se alcanz6 un
méaximo de 0,065 de V-measure en el conjunto de datos CD_SF_25 MRMR aplicando el
algoritmo K-means para 5 clusteres. En el escenario para los conjuntos de datos con filtro
(CD_FL_100_MRMR, CD_FL_50 MRMR y CD_FL_25 MRMR) el mejor desempefio fue
para el algoritmo K-means en una agrupacion de 5 clusteres para un valor de 0,065 de V-
measure sobre el conjunto de datos CD_FL_50_MRMR. Finalmente, para los conjuntos de
datos obtenidos con seleccion de caracteristicas Random Forest sin Afiltrar
(CD_SF_100_RF, CD_SF _50_RF y CD_SF_25 RF) se obtuvo 0,052 de V-measure con
el algoritmo K-means para 9 clUsteres sobre el conjunto de datos CD_SF_25 RF y en los
conjuntos filtrados (CD_FL 100 RF, CD _FL 50 RF y CD_FL 25 RF) se alcanz6 un
0,065 de V-measure para una agrupacion de 5 cllsteres usando el algoritmo de K-means.
En algunos casos el algoritmo de agrupacion de Spectral clustering no convergian a una
solucion y presentaban excepciones que no permitieron su implementaciéon y fueron
bastante deficientes en comparacion de los otros algoritmos empleados. El detalle de estos

resultados se puede revisar en el Anexo B.

5.1.7Discusién y analisis

Los algoritmos de agrupamiento no permitieron realizar una separacion de las clases de
manera uniforme a partir de las diferentes representaciones de los datos con cada
subconjunto de datos. Las métricas de homogeneidad indican que los grupos generados
son bastante heterogéneos por lo cual no es posible hacer una diferenciacién clara entre
las clases para cada uno de los grupos generados. Con los diferentes algoritmos se
obtuvieron resultados similares (ver Anexo B), salvo para el algoritmo Spectral Clustering
gue mostré un desempenio inferior para todos los escenarios evaluados. La aplicacion de
los diferentes subconjuntos de datos con reduccion en la dimensionalidad mejoré los
resultados de los algoritmos, pero no afecto de manera significativa la distribucion de los
datos por clase de los grupos resultantes, si bien los resultados mejoraron a menor nimero
de caracteristicas, el proceso de agrupamiento presento resultados deficientes que nunca

superaron el 0,065 de V-measure.
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5.2 Aprendizaje automatico supervisado para
clasificacion

5.2.1 Algoritmo de Random Forest

Bosques aleatorios (Random Forest en inglés), es un método de aprendizaje conjunto
(ensemble learning) para el aprendizaje computacional en tareas de clasificacion basado
en la construccién de multiples arboles de decision (Ho, 1995). Este algoritmo corrige el
problema del sobreajuste (overfitting) a los datos de entrenamiento que se presenta en los
arboles decisién individuales. Lo que se busca es promediar muchos modelos simples con
el fin de reducir su variacion. Cada arbol es construido teniendo en cuenta el nimero de
casos de prueba, el niumero de caracteristicas en el clasificador y el nimero de
caracteristicas de entrada usado para tomar la decisiébn en un nodo que cumpla la
condicién de ser mucho menor que el total. Se debe elegir parte del conjunto de datos para
entrenar este arbol y el restante para calcular el error. Para cada nodo del arbol se eligen
aleatoriamente m variables en las cuales basar la decisién. Para la prediccién, un caso es
aplicado al arbol y se asigna la etiqueta definida para el nodo donde termina, este proceso
es llevado a cabo por todos los arboles y la etiqueta presentada mas veces en los
resultados es definida como prediccién. En la Figura 5-5 se ilustra un ejemplo de cémo
funciona el algoritmo de Random Forest por medio de los arboles de decision, en los cuales
un nimero determinado de arboles de decision operan de manera independiente, pero los
resultados en la clasificacion de los datos se dan por la votacion mayoritaria obtenida a

partir de los resultados de los arboles de decision individuales.

Parametros de configuracion:

Los parametros de configuracion disponibles para el modelo de clasificacion de Random

Forest empleado en este trabajo usando la libreria de sklearn se relacionan a continuacion:

o n_estimators: Tipo entero, predeterminado = 100. El nUmero de arboles en

el bosque.
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. criterion: Valores {"gini", "entropia"}, predeterminado = "gini". La funcion
para medir la calidad de una divisién en un nodo del arbol. Los criterios admitidos
son "gini" para la impureza de Gini y "entropia” para la ganancia de informacion.
o max_depth: tipo entero, predeterminado = None. Corresponde a la
profundidad méxima del arbol. Si es ninguno (None), entonces los nodos son
expandidos hasta que todas las hojas sean puras o contengan una cantidad de
elementos inferior al valor de min_samples_split.
. max_features: valores {'auto", "sqrt", "log2"}, tipo entero o flotante,
predeterminado = "auto". El nimero de caracteristicas a tener en cuenta al buscar
la mejor division:

Si es "auto", entonces max_features=sqrt(n_features).

Si es "log2", entonces max_features=log2(n_features).

Si es ninguno “None”, entonces max_features=n_features.
° class_weight: valores {"balanced", "balanced_subsample"}, diccionario de
valores, predeterminado = Ninguno (“None”). Corresponde a los pesos asociados
con las clases. Si no se asignan, se supone que todas las clases tienen igual peso
con un peso de uno para cada clase.

o El modo "balanced" utiliza los valores de la clase de los datos para ajustar
automaticamente los pesos inversamente proporcionales a las frecuencias
de clase en los datos de entrada.

o El'modo "balanced_subsample" es el mismo modo "balanced", excepto que
los pesos son calculados basados en re-muestreo de boostrap para cada

arbol generado.
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Figura 5-5: Esquema de ejemplo del funcionamiento del algoritmo Random Forest. En la
imagen se puede apreciar como el arbol de decision 1 y 2 etiquetaron un registro como
clase 0y el arbol de decisién 3 como clase 1 para este escenario por votacion mayoritaria
la clasificacién resultante del registro es clase 0.

Fuente: Propia

5.2.2 Algoritmo Gradient Boosting

Es una de las técnicas de aprendizaje automatico que aplica un algoritmo de optimizacion
basado en el refuerzo de gradientes, que combina de forma iterativa un gran niamero de
modelos simples relativamente débiles, para obtener una prediccion de conjunto mas
sélida (Natekin & Knoll, 2013). Cuando un arbol de decision es el modelo débil, el algoritmo
resultante se denomina arboles de decisién potenciados por gradiente, que generalmente
supera al Random Forest. La principal diferencia entre los algoritmos Random Forest y
Gradient Boosting radica en que el primero se basa en la votacion mayoritaria para
establecer cada una de las predicciones, mientras que el algoritmo potenciado por
gradiente tiene en cuenta el error entre la prediccion y el resultado esperado para calcular

la prediccién y de esta manera minimizar el error resultante.
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En la Figura 5-6 se describe paso a paso el algoritmo para comprender la operacién del

modelo basado en potenciacion del gradiente:

1.

4.

Construir un modelo inicial (F1) y hacer una primera prediccion (R1) sobre el
conjunto de datos de entrenamiento.

Usar las predicciones obtenidas en paso anterior para obtener el error entre la
prediccion y la salida real del conjunto de datos (el). Este error serd el nuevo
objetivo del siguiente modelo (F2).

Crear el nuevo modelo (F2) teniendo en cuenta nuevamente el conjunto de datos
de entrada, pero el objetivo sera el error resultante del paso anterior (e2).

Ahora la prediccién resultante serd igual a la sumatoria entre la prediccion del
primer modelo obtenido y la prediccién del error del segundo modelo. Finalmente,
se repetirdn los pasos calculando los nuevos errores hasta que el valor sea cero o

se alcance el nimero de modelos definidos en el algoritmo.

Los parametros de configuracion disponibles para el modelo de clasificacion de Gradient

Boosting de la implementacién de sklearn empleado se relacionan a continuacion:

Parametros de configuracion:

loss: Valores {'deviance', 'exponential'}, predeterminado = 'desviance'. Funcion de
pérdida para optimizar. 'deviance' se refiere a la desviacion (= regresion logistica)
para la clasificacion con salidas probabilisticas. Para la pérdida 'exponencial’,
Gradient Boosting recupera el algoritmo AdaBoost.

n_estimators: tipo entero, predeterminado = 100. El nimero de etapas de
potenciacién del gradiente para realizar. La potenciacion del gradiente es bastante
robusta a sobreajuste, asi un gran nimero generalmente resulta en un mejor
desempefio.

criterion: valores {'friedman_mse', 'mse’, 'mae'}, predeterminado = ‘friedman_mse'.
La funcién para medir la calidad de una divisién. Los criterios admitidos son
‘friedman_mse' para el error cuadratico medio con la puntuacién de mejora de
Friedman, 'mse' para el error cuadratico medio y ‘mae' para el error absoluto medio.
max_depth: tipo entero, predeterminado = 3. La profundidad maxima de los

estimadores de regresion individual. La profundidad maxima limita el nimero de
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nodos en el arbol. Ajuste este parametro para obtener el mejor rendimiento; El
mejor valor depende de la interaccion de las variables de entrada.
¢ max_features: valores {'auto’, 'sqrt’, 'log2'}, int o float, default = None. El nimero

de caracteristicas a tener en cuenta al buscar la mejor division:

e Si'auto’, entonces max_features=sqrt(n_features).
e Si'log2', entonces max_features=log2(n_features).

e Sininguno, entonces max_features=n_features.

X

Y X

el

X

Iteracion 1

lteracion 2

F2(X. e1)

R1

el R2

—

e2

lteracion 3

F3(X. e2)

e2

R2

el

¥

Resultado

Figura 5-6: Esquema de ejemplo del funcionamiento del algoritmo Gradient Boosting. X
corresponde al vector de caracteristicas, y a la etiqueta de clase, el,e2 y e3 corresponde
a el error obtenido en las predicciones de los modelos F1,F2, y F3 respectivamente.

Fuente: Propia

5.2.3Algoritmo de sobremuestreo SMOTE
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SMOTE (Synthetic Minority Over-sampling Technique) es una técnica de sobremuestreo
gue permite la incorporacion de nuevo elementos de una clase menos dominante en un
conjunto de datos, con el fin de equilibrar las cantidades de los elementos de las diferentes
clases que conforman el conjunto de datos. Este algoritmo opera de la siguiente manera
(Chawla et al., 2020):

o Para cada muestra en la clase minoritaria, use la distancia euclidiana para calcular
la distancia a los K vecinos mas cercanos que pertenecen a la misma clase.

e Seleccion aleatoria de uno de los K vecinos identificados.

e Generar nuevo elemento sintético (X1) a lo largo de los segmentos de linea que
unen a muestra inicial con su K vecino seleccionado. En la Figura 5-7 se ilustra la

forma en la que opera el algoritmo para un K=3.

1. Se sslecciona una muesira del C.Dn”."mc.’ de datos que 2. Se identifican sus K vecinos mas cercanos, en este caso K =3
pertenece a la clase minoritaria.
M M
F
A F A
D E
B D E B
K K
L H L H
M M
¢ C
J J
G j G
o o
3. Se selecciona aleatoriamente uno de los vecinos y se genera 4. El nuevo elemento generado se implementa como parte del
nuevo elemento. conjunto de datos con I3 etiqueta de |a clase minoritaria.
M M
F
B A ’ A
D E B D E
K K
f H L H
N N
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# ! J
(x1] G X1 G
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Figura 5-7: Esquema de operacion de técnica de balanceo de clases SMOTE.
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5.2.4Disefo experimental

En la evaluacién experimental, se emplearon los subconjuntos de datos de entrenamiento
relacionados en la Tabla 4-4: Descripcidbn de conjunto de datos consolidados para
experimentacion. Para encontrar el mejor modelo para subconjunto de datos y de cada
uno de los métodos de clasificacion (Random Forest y Gradient Boosting), se realizo la
busqueda de los parametros de profundidad maxima M; (max_depth) y numero de arboles
empleado por el algoritmo N; (n_estimators), realizando validacion cruzada de 5 iteraciones
(5-fold cross-validation), y evaluando de acuerdo con el promedio y desviacién estandar
de cada una de las medidas de desempefo. Para Random Forest, cada exploracion de
parametros (Ni y M;) se fija el pardmetro del maximo numero de caracteristicas Fx
(max_features), denotando cada combinacion de parametros C:Ni/M;j/F.. Para el método
Gradient Boosting, cada exploracién de parametros (Ni y M;) se fijan los parametros criterio
Crity, (criterion) que establece el método para medir la calidad de una division y el
pardmetro de pérdida Loss, (loss) que corresponde a la funcién de pérdida, y cuya
combinacion de pardmetros se denota C:Ni/M;j/Critn/Loss,. Los valores seleccionados para

la exploracién de cada parametro fueron:

e Nie{248,16, 32,64, 128, 256, 356 }.

e M;e {5, 10, 15, 25, 50, 75, 100, 150, 200 }.
e Fve{sqrt log2}.

o Critn € { friedman_mse, mse, mae }

e Loss, € { exponential, deviance }.

En la Figura 5-8 se puede apreciar un diagrama del proceso de experimentacion de la
bdsqueda de parametros, (la arquitectura de operacion para el proceso de Grid Search se
relaciona en el Anexo C) para la seleccion del modelo con la combinacion de mejor
desemperfio para los algoritmos Random Forest y Gradient Boosting. Inicialmente, para
cada conjunto de datos relacionado en la Tabla 4-6, se dividi6 en tres subconjuntos:
entrenamiento, validacion y prueba. Posteriormente se realiza la busqueda de parametros
empleando el conjunto de entrenamiento usando validacion cruzada de 5 particiones,

donde los mejores parametros corresponden de cada combinacion de acuerdo con el
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promedio de la medida de desempefio precision promedio macro, ya que al ser un conjunto
de datos desbalanceado en proporcion de 4:1 permite medir la precision del modelo de
una manera mas eficaz. Finalmente, el modelo obtenido se usa para predecir los
resultados en los conjuntos de validacion o prueba, siendo estos Ultimos de mayor interés
considerando que corresponden al conjunto de datos con registros posteriores al periodo
empleado para el entrenamiento de los modelos. De una manera mas detallada, la
experimentacion se desarrollé de acuerdo con el esquema de la Figura 5-8 de la siguiente

forma;

1. Los algoritmos de clasificacion (Random Forest y Gradient Boosting) se ejecutan
inicialmente sobre los conjuntos de datos originales completos CD_SF y CD_FL.
De esta manera se analiza el escenario usando la totalidad de las caracteristicas
para los conjuntos de datos con los registros sin filtrar (480 caracteristicas) y
filtrados (455 caracteristicas), incluyendo la totalidad de las meta-caracteristicas
generadas para los dos casos.

2. Luego se realiza la experimentacion con los algoritmos de clasificacion sobre los
conjuntos de datos con las caracteristicas seleccionadas con Random Forest y
mRMR de los datos sin filtrar (CD_SF): CD_SF_100_MRMR, CD_SF 50 MRMR,
CD_SF 25 MRMRy CD_SF_100 RF, CD_SF_50 RF, CD_SF_25 RF.

3. Asi mismo, se realiza la experimentacion con los algoritmos de clasificacion de los
conjuntos de datos filtrados (CD_FL): CD_FL_100_MRMR, CD_SF_50_ MRMR,
CD_SF 25 MRMRy CD_FL_100 RF, CD_FL_50 RF, CD_FL_25 RF.

4. Finalmente, se realiza la experimentacion de la totalidad de los conjuntos de datos
de la Tabla 4-6 de acuerdo con lo mencionado previamente, con la particularidad
gue se implementa el algoritmo SMOTE sobre el conjunto de datos antes de la

experimentacion para contrarrestar el desbalance de clases.
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Figura 5-8: Experimentacion de los algoritmos de clasificacion. Paso 1: Particion del
conjunto de datos, Paso 2: Busqueda de parametros, y Paso 3: Validacion y prueba de
modelo 6ptimo.

Fuente: Propia

5.2.5Medidas de desempefio

Para los algoritmos de clasificacion se determiné el uso de la medida de desempefio
precisiébn promedio macro (Macro-average precision) Su definicion esta dada por la
ecuacion 5.11, y esta se basa en la matriz de confusién para una tarea de clasificacion
binaria o de dos clases, ilustrada en la Tabla 5-1: Matriz de confusién relacionando la
definicién de los valores del niumero de Vp: Verdadero positivo, Vn: Verdadero negativo,
Fp: Falso positivo y Fn: Falso negativo, de acuerdo con las clases reales y las predicciones

del modelo de los datos, donde clase 1 es una NTL y la clase O la de rechazo.

Tabla 5-1: Matriz de confusion relacionando la definicién de los valores del nimero de Vp:
Verdadero positivo, Vn: Verdadero negativo, Fp: Falso positivo y Fn: Falso negativo, de
acuerdo con las clases reales y las predicciones del modelo de los datos, donde clase 1
es una NTL y la clase O la de rechazo.
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Prediccion
Clase 0 Clase 1
Clase 0 Vp Fn
Real
Clase 1 Fp Vn

Precision promedio macro (Macro-average precision) para 2 clases:

Vp Vn ) 12 (5.11)

Macro — Precision promedio = (Vp + Fn ’ Fp+ Vn)

5.2.6Resultados

Los resultados obtenidos con los datos de entrenamiento de validacion cruzada de las
combinaciones de parametros se pueden revisar en detalle en el Anexo D. Esta blusqueda
de pardmetros permitié encontrar los resultados de los mejores modelos de los algoritmos
implementados Random Forest y Gradient Boosting, y evaluacién de desempefio con los

conjuntos de datos de validacion y prueba.

En esta busqueda de parametros con los datos de entrenamiento y validacion cruzada, el
algoritmo Gradient Boosting presentdé mejor desempefio en los conjuntos de datos sin
filtrar, mientras que, para los conjuntos de datos filtrados, el algoritmo Random Forest fue
el que obtuvo mejores resultados. Sin embargo, el algoritmo Gradient Boosting registré
rendimientos méas uniformes entre los diferentes modelos obtenidos con variaciones en los
parametros. De igual manera la tendencia se mantuvo para el conjunto de datos
balanceado mediante la implementacion del algoritmo SMOTE, esto es, mejores
resultados obtenidos en las implementaciones de Random Forest, pero mas uniformidad
en los resultados de los modelos Gradient Boosting. Comparando los resultados entre
métodos de seleccion de caracteristicas, los resultados fueron superiores para la selecciéon

de caracteristicas a través del algoritmo mRMR.

En la Tabla 5-2 se presentan los mejores resultados en términos de la medida de
desempefio de precisién promedio macro para los conjuntos de datos de registros sin filtrar

(CD_SF) y Registros filtrados (CD_FL), destacandose en rojo el valor maximo de 0.69505
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+ 0.04412 para el conjunto CD_SF con el algoritmo de Gradient Boosting, Ni=4 y M;=5,
funcion de perdida (loss) deviance y criterio mae.

Tabla 5-2: Resultados en términos de precision promedio macro de los mejores
clasificadores para los conjuntos de datos de registros sin filtrar (CD_SF) y Registros
filtrados (CD_FL) con sus respectivos parametros.

CD_SF CD_FL
Modelo Precisién Precision
Ni Mj promedio Ni Mj promedio
macro macro
max_features
Random sqgrt(nFeatures) 256 5 0.63+0.05 5 0.65+0.06
Forest nFeatures 256 5 0.66%0.05 0.65%+0.06
log(nFeatures) 256 5 0.62+0.03 15 0.63+0.09
loss criterion
) exponential | friedman_mse 8 5 0.67%0.05 356 5 0.64+0.09
i [ — criterion 356 5 0.68£0.04 16 15 0.65£0.10
Boosting
deviance mse 16 5 0.66%0.07 256 25 0.63+0.09
deviance mae 4 5 0.69+0.04 4 5 0.66+0.09
En la Tabla 5-3 se presentan los mejores resultados en términos de la medida de

desempefio de precision promedio macro para los conjuntos de datos de registros de
registros sin filtrar y Seleccion de caracteristicas mediante algoritmo Random Forest
CD_SF_25 RF (25 caracteristicas), CD_SF_50_RF (50 caracteristicas) y CD_SF_100_RF
(100 caracteristicas), destacandose en rojo el valor maximo de 0.69+0.07 para el conjunto
de CD_SF_100_RF, algoritmo Gradient Boosting, Ni =2 y M; =5, funcion de perdida (loss)

deviance y criterio mse.

Tabla 5-3: Resultados en términos de precision promedio macro de los mejores
clasificadores para los conjuntos de datos de registros sin filtrar y con implementacién de
selecciéon de caracteristicas Random Forest conjuntos de 25, 50 y 100 caracteristicas
(CD_SF_25 RF,CD_SF 50 RFyCD_SF_100_RF).

CD_SF_25_RF CD_SF_50_RF CD_SF_100_RF
Modelo Precision Precision Precision
Ni Mj | promedio Ni Mj | promedio Ni Mj | promedio
macro macro macro
max_features
R?:i‘::‘ sqrt(nFeatures) 2 5 |0.65+0.07 75 |o0.65+0.05| 32 0.65+0.06
nFeatures 2 5 0.66x0.08 4 5 0.69+0.08 | 356 5 0.681£0.04




Algoritmo de agrupacion y clasificacion para la deteccion de clientes 85
sospechosos en contribuir a pérdidas no técnicas de energia en una empresa

comercializadora eléctrica en Colombia

log(nFeatures) 8 5 |064:006| 2 25 |0.65:006| 32 5 |0.65£0.06

loss criterion
) exponential | friedman_mse | 256 5 0.670.10 2 5 0.6740.08 4 0.6740.05
g;i‘:'t‘::gt deviance criterion 64 5 |0.68:0.09| 8 5 |0.67:0.05| 356 0.6740.05
deviance mse 32 10 |0.66:0.08| 32 5 |o67:007| 2 0.69:0.07
deviance mae 8 15 |0.66:0.08| 16 | 50 |0.69t0.08| 32 | 25 |0.67:0.07

En la Tabla 5-4 se presentan los mejores resultados en términos de la medida de
desempefio de precision promedio macro para los conjuntos de datos de registros de
registros sin filtrar y Seleccion de caracteristicas mediante algoritmo mMRMR
CD_SF_25 MRMR (25 caracteristicas), CD_SF 50 MRMR (50 -caracteristicas) y
CD_SF 100 MRMR (100 caracteristicas), destacandose en rojo el valor maximo de
0.73+0.08 para el conjunto de CD_SF_25_MRMR, algoritmo Gradient Boosting, Ni =2 y M;
=5, funcién de perdida (loss) deviance y criterio mse.

Tabla 5-4: Resultados en términos de precision promedio macro de los mejores
clasificadores para los conjuntos de datos de registros sin filtrar y con implementacién de

seleccién de caracteristicas mMRMR conjuntos de 25, 50 y 100 caracteristicas
(CD_SF_25 MRMR, CD_SF_50 MRMR vy CD_SF _100_MRMR).

CD_SF_25_MRMR CD_SF_50_MRMR CD_SF_100_MRMR
Modelo Precision Precision Precision
Ni Mj | promedio Ni Mj | promedio Ni Mj | promedio
macro macro macro
max_features

Random sqrt(nFeatures) 32 5 0.63%+0.05 16 5 0.63%£0.05 2 0.63%+0.03
Forest nFeatures 128 5 0.631£0.06 8 5 0.631£0.06 32 0.6410.06
log(nFeatures) 356 10 0.63%+0.06 64 10 0.62+0.04 64 5 0.62+0.03

loss criterion
) exponential | friedman_mse | 256 5 0.72+0.07 8 5 0.67+0.05| 356 0.6710.06
g;:::; deviance criterion 4 5 |0.72t007| 356 | 5 |0.66:0.02] 128 0.67£0.05
deviance mse 2 5 0.73+0.08 32 5 0.68+0.07 64 0.66+0.05
deviance mae 64 50 0.70£0.05 4 25 0.66%0.06 32 75 0.65%0.02

En la Tabla 5-5 se presentan los mejores resultados en términos de la medida de
desempefio de Precisién promedio macro para los conjuntos de datos de registros de
registros filtrados y Seleccién de caracteristicas mediante algoritmo Random Forest
CD_FL_25 RF (25 caracteristicas), CD_FL_50_RF (50 caracteristicas) y CD_FL_100_RF

(100 caracteristicas), destacandose en rojo el valor maximo de 0.69+0.05 para el conjunto
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de CD_FL_25 RF, algoritmo Gradient Boosting, Ni =32 y M; =5, funcion de perdida (loss)

deviance y criterio mae.

Tabla 5-5: Resultados en términos de Precisibn promedio macro de los mejores
clasificadores para los conjuntos de datos de registros filtrados y con implementacion de
seleccion de caracteristicas Random Forest conjuntos de 25, 50 y 100 caracteristicas
(CD_FL_25 RF,CD_FL_50 RFyCD_FL_100_RF).

CD_FL_25_RF CD_FL_50_RF CD_FL_100_RF
Modelo Precision Precision Precision
Ni Mj | promedio Ni Mj | promedio Ni Mj | promedio
macro macro macro

max_features
Random sqrt(nFeatures) 64 5 |0.67:0.04| 2 10 |0.63+0.05| 64 5 |0.64+0.06
Forest nFeatures 32 5 0.67+0.06 2 75 0.66+0.04 4 50 0.63+0.04
log(nFeatures) 64 5 0.65+0.06 | 128 5 0.6410.06 2 5 0.6410.06

loss criterion

) exponential | friedman_mse | 256 5 0.65+0.06 4 50 |0.65%0.03 16 150 |0.63%0.05
g;:,::; deviance criterion 16 | 150 |0.67t0.04| 32 | 75 |065:t006] 8 | 100 |0.65:0.07
deviance mse 356 5 0.65%+0.07 64 5 0.65%0.06 4 75 0.65+0.06
deviance mae 32 5 0.69+0.05 64 5 0.6210.08 16 5 0.6210.08

En la Tabla 5-6 se presentan los mejores resultados en términos de la medida de
desempefio de Precisiébn promedio macro para los conjuntos de datos de registros de
registros filtrados y Seleccion de caracteristicas mediante algoritmo mMRMR
CD_FL 25 MRMR (25 caracteristicas), CD_FL 50 MRMR (50 caracteristicas) y
CD_FL 100 _ MRMR (100 caracteristicas), destacandose en rojo el valor maximo de
0.74+0.07 para el conjunto de CD_FL_50_MRMR, algoritmo Random Forest, Ni =2 y M;

=15, max Features = nFeatures.

Tabla 5-6: Resultados en términos de Precision promedio macro de los mejores
clasificadores para los conjuntos de datos de registros filtrados y con implementacion de
seleccion de caracteristicas mMRMR conjuntos de 25, 50 y 100 caracteristicas
(CD_FL_25 MRMR, CD_FL_50 MRMRy CD_FL_100_MRMR).

CD_FL_25_MRMR CD_FL_50_MRMR CD_FL_100_MRMR
Modelo . . Precisié.n . . Precisié_n . . Precisié.n
Ni Mj | promedio Ni Mj | promedio Ni Mj | promedio
macro macro macro

Random
Forest

max_features

sqrt(nFeatures) 4 | 5 Joesx007] 2 | 5 |oe3:004] 8 | 5

| 0.610.05
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nFeatures 8 5 0.64+0.04 2 15 0.7410.07 4 150 |0.68+0.08
log(nFeatures) 2 5 0.66+0.07 | 128 100 |0.61+0.07 2 100 |0.59+0.06

loss criterion
) exponential | friedman_mse 16 5 0.67+0.07 16 10 |0.67+0.06 | 32 5 0.66%0.10
g;i‘:'t‘::gt deviance criterion 8 5 |0.68:0.06| 356 0.68:0.08| 16 | 10 |0.67+0.06
deviance mse 256 5 0.66+0.07 | 256 0.68+0.08 8 0.67+0.07
deviance mae 2 10 0.68+0.07 16 0.67+0.07 32 0.71+0.10

En la Tabla 5-7 se presentan los mejores resultados en términos de la medida de
desempefio de Precision promedio macro para los conjuntos de datos registros filtrados
con Seleccibn de caracteristicas algoritmo Random Forest y balanceo de clases
implementando algoritmo SMOTE en conjuntos de datos CD_FL 25 RF (25
CD_FL 50 RF (50 y CD_FL_100 RF (100

caracteristicas), destacandose en rojo el valor maximo de 0.78+0.10 para el conjunto de

caracteristicas), caracteristicas)

CD_FL_25 RF, algoritmo Random Forest, N=64 y M;=5, max Features = sqrt(nFeatures).

Tabla 5-7: Resultados en términos de Precision promedio macro de los mejores
clasificadores para los conjuntos de datos de registros filtrados, con implementacion de
seleccion de caracteristicas Random Forest conjuntos de 25, 50 y 100 caracteristicas
(CD_FL 25 RF,CD_FL 50 RFyCD_FL 100 RF)y balanceo de clases SMOTE.

CD_FL_25_RF (SMOTE) CD_FL_50_RF (SMOTE) CD_FL_100_RF (SMOTE)
Modelo Precision Precision Precision
Ni Mj | promedio Ni Mj | promedio Ni Mj | promedio

macro macro macro

max_features
Random sqrt(nFeatures) 64 5 |0.78+0.10 | 356 5 |0.75:0.02| 8 5 |0.77+0.03
Forest nFeatures 256 5 0.77+0.07 | 256 0.74%0.09 64 75 0.7410.07
log(nFeatures) 8 5 0.78+0.10 8 0.75%+0.02 2 10 0.75%£0.03
loss criterion

) exponential | friedman_mse 32 50 |[0.76%0.01 32 15 |0.75+0.03 32 25 | 0.75%0.03
s:::‘::; deviance criterion 256 | 75 |0.75:0.03| 16 5 |0.75t004| 16 | 50 [0.75:0.03
deviance mse 8 100 |0.75%£0.01 2 10 0.76+0.03 2 25 0.7610.02
deviance mae 16 5 0.74+0.02 | 356 25 0.73+0.05 | 356 25 0.7210.04

En la Tabla 5-8 se presentan los mejores resultados en términos de la medida de
desempefio de Precision promedio macro para los conjuntos de datos registros filtrados
con Seleccion de caracteristicas algoritmo MRMR y balanceo de clases implementando
algoritmo SMOTE en conjuntos de datos CD _FL 25 MRMR (25 caracteristicas),
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CD_FL 50 MRMR (50 caracteristicas) y CD_FL 100 MRMR (100 caracteristicas),
destacandose en
CD_FL_50_MRMR,

rojo el valor maximo de 0.81+0.10 para el conjunto de

algoritmo Random Forest, Ni=16 y M;=5, max Features =

sqrt(nFeatures).

Tabla 5-8: Resultados en términos de Precision promedio macro de los mejores
clasificadores para los conjuntos de datos de registros filtrados, con implementacion de
seleccion de caracteristicas Random Forest conjuntos de 25, 50 y 100 caracteristicas
(CD_FL_25 MRMR, CD_FL_50 MRMR y CD_FL_100_MRMR) y balanceo de clases
SMOTE.

CD_FL_25_MRMR CD_FL_50_MRMR CD_FL_100_MRMR
(SMOTE) (SMOTE) (SMOTE)
Modelo Precision Precision Precision
Ni Mj | promedio Ni Mj | promedio Ni Mj | promedio
macro macro macro

max_features
Random sqrt(nFeatures) 128 | 10 [0.81:0.09| 16 0.81:0.10 | 4 10 |0.770.02
Forest nFeatures 356 5 0.80+0.09 2 0.81+0.08 2 5 0.78+0.07
log(nFeatures) 128 5 0.81+0.07 | 128 0.81+0.10 | 256 10 0.77+0.02

loss criterion

) exponential | friedman_mse 64 10 |0.76%0.05| 128 0.75+0.10 | 32 0.75%0.06
g;i‘i'::; deviance criterion 16 | 10 |0.73x0.08| 2 5 |073:013| 128 | 5 |0.7520.07
deviance mse 32 5 0.72+0.08 32 0.76+0.11 8 0.75+0.06
deviance mae 32 5 0.76+0.04 2 25 0.74+0.05 32 75 0.75%0.05

Para la validacioén, los resultados se relacionan en la Tabla 5-9 y se puede observar que
los algoritmos basados en Random Forest presentaron mejor desempefio con macro —
precision promedio de 0,68 sobre los conjuntos de datos filtrando la clase dominante de
inspecciones técnicas (CD_FL) y el conjunto de datos sin filtro (CD_SF). Respecto a la
fase de pruebas, los resultados se muestran en la Tabla 5-10 y en esta se puede ver que

el comportamiento fue similar alcanzando un macro — precisién promedio de 0,68.

En los conjuntos sin filtrar y con seleccion de caracteristicas (CD_SF 25 MRMR,
CD_SF 50 MRMR, CD_SF_100 MRMR, CD _SF 25 RF, CD _SF 50 RF vy
CD_SF_100_RF) mostrados en la Tabla 5-9, el desempefio maximo alcanzado en
validacion indicado fue Macro—Precisién promedio de 0.73 para el algoritmo de Gradient
Boosting. Sin embargo, los algoritmos Random Forest y Gradient Boosting presentaron un

comportamiento bastante similar entre los diferentes conjuntos de datos para los
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escenarios de prueba correspondientes como se aprecia en la Tabla 5-10.

En los conjuntos de validacion correspondientes a datos filtrados con seleccién de
(CD_FL 25 MRMR, CD_FL_50 MRMR, CD_FL 100 MRMR,
CD_FL_25 RF,CD_FL 50 RFy CD_FL_100_RF) el mejor resultado fue Macro precisiéon
promedio de 0.63 y se dio en el algoritmo Gradient Boosting, para las pruebas

caracteristicas

relacionadas, los algoritmos Random Forest en general mostraron un mejor desempefio

alcanzando 0.67 de precisién promedio macro.

Finalmente, los conjuntos de datos filtrados con balanceo de clases en entrenamiento de
los modelos, presento desempefio maximo de precision promedio macro en validacion de
0.67 en Gradient Boosting y en la operacién de pruebas 0.81 para Random Forest.
Observando en general Tabla 5-9 y la Tabla 5-10 se identifica que Random Forest
presente un mejor rendimiento en los escenarios de validacion y pruebas.

Tabla 5-9: Resultados de validacion en términos de precisién promedio macro para todos

los conjuntos de datos. Las tonalidades de las celdas resaltan del rojo al verde los valores
minimos y maximos de la métrica respectivamente.

Random Forest Gradient Boosting
Loss: Loss: Loss: Loss:
Conjunto de datos max_features exponential deviance deviance deviance
sqrt log2 criterion: criterion: criterion: criterion:

(nFeatures) nFeatures (nFeatures) friedman_mse | friedman_mse mse mae

CD_SF 0,64 0,68 0,61 0,5 0,64 0,54 0,5
CD_FL 0,56 0,56 0,55 0,55 0,55 0,55 0,5
CD_SF_25_MRMR 0,68 0,71 0,64 0,68 0,49 0,5 0,73
CD_SF_50_MRMR 0,6 0,68 0,65 0,52 0,66 0,56 0,52
CD_SF_100_MRMR 0,6 0,59 0,6 0,63 0,63 0,63 0,54
CD_SF_25_RF 0,59 0,54 0,56 0,65 0,64 0,63 0,58
CD_SF_50_RF 0,5 0,67 0,55 0,5 0,53 0,6 0,55
CD_SF_100_RF 0,67 0,67 0,61 0,5 0,6 0,5 0,64
CD_FL_25_MRMR 0,56 0,49 0,61 0,56 0,5 0,52 0,5
CD_FL_50_MRMR 0,56 0,53 0,61 0,53 0,57 0,57 0,5
CD_FL_100_MRMR 0,63 0,52 0,56 0,57 0,56 0,5 0,54
CD_FL_25_RF 0,53 0,56 0,53 0,59 0,56 0,58 0,51
CD_FL_50_RF 0,53 0,53 0,57 0,5 0,58 0,57 0,5
CD_FL_100_RF 0,56 0,54 0,55 0,52 0,52 0,5 0,5
CD_FL_25_MRMR (SMOTE) 0,63 0,6 0,56 0,53 0,53 0,62 0,63
CD_FL_50_MRMR (SMOTE) 0,57 0,6 0,56 0,59 0,67 0,58 0,49
CD_FL_100_MRMR(SMOTE) 0,55 0,57 0,6 0,63 0,59 0,58 0,56
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CD_FL_25_RF (SMOTE) 0,64 0,59 0,59 0,54 0,59 0,53 0,56
CD_FL_50_RF (SMOTE) 0,58 0,65 0,68 0,64 0,61 0,69 0,57
CD_FL_100_RF (SMOTE) 0,63 0,54 0,54 0,61 0,57 0,64 0,55

Tabla 5-10: Resultados de pruebas en términos de precision promedio macro para todos

los conjuntos de datos. Las tonalidades de las celdas resaltan del rojo al verde los
valores minimos y maximos de la métrica respectivamente.

Random Forest Gradient Boosting

Loss: Loss: Loss: Loss:

Conjunto de datos max_features exponential deviance deviance deviance

sqrt log2 criterion: criterion: criterion: criterion:
(nFeatures) nFeatures (nFeatures) friedman_mse | friedman_mse mse mae
CD_SF 0,64 0,68 0,64 0,5 0,58 0,56 0,5
CD_FL 0,64 0,53 0,59 0,59 0,56 0,56 0,5
CD_SF_25_MRMR 0,58 0,62 0,67 0,68 0,5 0,5 0,66
CD_SF_50_MRMR 0,56 0,60 0,52 0,5 0,67 0,58 0,54
CD_SF_100_MRMR 0,37 0,6 0,5 0,69 0,6 0,58 0,6
CD_SF_25_RF 0,62 0,54 0,52 0,64 0,6 0,63 0,5
CD_SF_50_RF 0,46 0,66 0,54 0,5 0,54 0,69 0,58
CD_SF_100_RF 0,58 0,62 0,69 0,5 0,6 0,5 0,63
CD_FL_25_MRMR 0,56 0,59 0,62 0,5 0,5 0,48 0,5
CD_FL_50_MRMR 0,48 0,62 0,56 0,5 0,59 0,61 0,48
CD_FL_100_MRMR 0,51 0,5 0,45 0,50 0,50 0,50 0,50
CD_FL_25_RF 0,67 0,56 0,67 0,64 0,51 0,53 0,59
CD_FL_50_RF 0,56 0,56 0,59 0,5 0,48 0,56 0,51
CD_FL_100_RF 0,64 0,45 0,61 0,50 0,56 0,5 0,5
CD_FL_25_MRMR (SMOTE) 0,68 0,63 0,61 0,59 0,57 0,6 0,54
CD_FL_50_MRMR (SMOTE) 0,55 0,52 0,63 0,51 0,65 0,57 0,54
CD_FL_100_MRMR (SMOTE) 0,70 0,57 0,65 0,57 0,70 0,65 0,67
CD_FL_25_RF (SMOTE) 0,63 0,68 0,68 0,5 0,53 0,5 0,53
CD_FL_50_RF (SMOTE) 0,58 0,6 0,58 0,75 0,63 0,67 0,73
CD_FL_100_RF (SMOTE) 0,81 0,62 0,56 0,62 0,59 0,70 0,62

5.2.7Discusion y andlisis

En primer lugar, se encontr6 que al reducir del nimero de caracteristicas aplicando los

algoritmos para la seleccion de las caracteristicas mas relevantes de mMRMR o Random

Forest mejora el rendimiento de los clasificadores en contraste con usar la totalidad de las

caracteristicas.

Puntualmente,

los conjuntos de datos de 25 caracteristicas

(CD_FL_25 MRMR, CD_FL_25 RF, CD_SF 25 MRMR, CD_SF 25 RF) y de 50
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caracteristicas (CD_FL_50_MRMR, CD_FL_50 RF, CD_SF_50_MRMR, CD_SF_50_RF)
mostraron un incremento en el desempefio respecto a los resultados con los conjuntos de
datos completos CD_SF y CD_FL, con menor costo computacional para llevar a cabo el
entrenamiento al reducir considerablemente la dimensionalidad de los datos de méas de
400 caracteristicas a 25 o 50. Adicionalmente, esta mejoria evidente permite establecer
qgue el desarrollo de las meta-caracteristicas presentadas en la Seccion 4, permitid
complementar el conjunto de datos inicial de caracteristicas con mayor poder discriminante
y que en conjunto complementa mejor la naturaleza compleja y no lineal de la
representacion de los datos, incorporando mayor informacion y poder de representacion
para la deteccién de NTL, puesto que dentro de los conjuntos de caracteristicas relevantes
seleccionadas por los algoritmos mMRMR y Random Forest, siempre se encontraron varias

de estas meta-caracteristicas.

En lo correspondiente a la busqueda de parametros de los algoritmos de clasificacién por
Grid Search, propuesto en el disefio experimental sobre el conjunto de entrenamiento en
validacion cruzada donde se variaba el conjunto de entrenamiento y prueba en cada
iteracion, se evaluo el desempefio de varios modelos y se compararon los resultados para
encontrar la mas robusta y combinacion de parametros con mejor desempefio en la
clasificacion. Los valores de profundidad maxima M; (max_depth) se mantuvieron entre 5
y 15 mientras que el nimero de arboles empleado N; (n_estimators) entre 2 y 32, el mejor
resultado en la etapa de entrenamiento se presenté para el algoritmo Random Forest sobre
el conjunto de datos CD_FL 50 MRMR con balanceo de clases SMOTE, para los
parametros maximo numero de caracteristicas Fx(max_features) de sqrt(.), Ni =16 y M;=5

con un Macro-average precision de 0.81.

En el conjunto de validacion los mejores desempefios fueron en con los conjuntos de datos
CD_FL 50 RF (SMOTE)y CD_SF_25 MRMR con un Macro-average precision de 0.69 y
0.73 respectivamente, ambos usando el clasificador de Gradient Boosting con la funcién

de perdida deviance, y criterios mse y mae respectivamente.

Se pudo evidenciar que el maximo desempefio en el conjunto de datos de prueba se
obtuvo para el conjunto de datos CD_FL_100_RF (SMOTE) en el algoritmo de clasificacién

Random Forest con parametro de M;=sqrt(.) con un Macro-average precision de 0.81.
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Vale la pena destacar que el resultado fue muy cercano al modelo que present6 el mejor
desempefio en el conjunto de pruebas que fue Random Forest sobre el conjunto de datos
CD_FL_100_RF con balanceo de clases SMOTE, para los parametros maximo nimero de
caracteristicas Fx (max_features) de sgrt(.), Ni = 8 y M;=5. Estos resultados son para
destacar considerando que los mejores desempefios alcanzados en la fase de validacion
cruzada para busqueda de parametros con el conjunto de entrenamiento son cercanos al
alcanzado en los conjuntos de dartos no conocidos por los modelos validacion y prueba
demostrando su robustez y configuracion de caracteristicas, clasificadores y pardmetros

mas apropiados.

Finalmente, cabe resaltar que la validaciébn cruzada garantiz6 la reproducibilidad del
experimento, aunque en algunas iteraciones se pudo evidenciar saltos abruptos entre
resultados, como consecuencia del desbalance de clases del conjunto de datos
(proporcién de 4:1) y la complejidad del problema asociado a la baja relacion entre las
caracteristicas de los registros y su etigueta de clase. Las técnicas de seleccion de
caracteristicas Random Forest y mMRMR en conjunto con el disefio de meta-caracteristicas
contribuyeron de manera positiva en este aspecto, aunque es necesarios destacar que la
implementacién del algoritmo SMOTE como parte de los escenarios de evaluacion,
present6 mejores desempefios, por lo que la combinacion de estos es un medio para
contrarrestar el efecto del desbalance de clases y tener mejores modelos para la deteccién
de NTL. Esto se reflej6é en los resultados de los conjuntos de datos evaluados con la
implementacion del algoritmo de sobremuestreo SMOTE donde los valores estuvieron
cercanos al 0.8 de Macro-average precision, superior a los resultados con los otros
conjuntos de datos sin el sobremuestreo. De igual manera se hace evidente también en el
resultado de pruebas, donde se alcanz6 un méaximo de Macro-average precision de 0.81

sobre un conjunto de datos completamente desconocido de fechas posteriores.

6. Conclusiones y trabajo futuro

6.1 Conclusiones

En el disefio del algoritmo para la deteccién de clientes que contribuian a las pérdidas no

técnicas de energia (NTL) se analizaron dos enfoques: el aprendizaje automatico
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supervisado y el no supervisado. Se eligieron las técnicas de agrupamiento y clasificacion
mas convencionales y de acuerdo con el andlisis sistematico de literatura y sus
aplicaciones afines a la problematica en aspectos como: marcos de operacion para la
identificacion de pérdidas no técnicas de energia y las caracteristicas de los conjuntos de
datos empleados en los estudios donde se aplicaron. Las técnicas de aprendizaje
supervisado para clasificacion seleccionadas fueron Random Forest y Gradient Boosting y
las técnicas de aprendizaje no supervisado para agrupamiento fueron K-means,

Agglomerative Clustering y Spectral Clustering.

La aplicacion de algoritmos de agrupamiento no permitié la separacion de los elementos
de las clases asociadas a la problematica en los respectivos grupos detectados con
resultados aceptables. Las técnicas de agrupamiento no presentaron un buen rendimiento
de acuerdo con la medida de desempefio V-measure que valora la calidad de los grupos
(clusters) en tener elementos de una misma clase, una posible razén es que los tres
métodos se basan en la representacion y relaciébn espacial de los datos para el
agrupamiento sin tomar en cuenta las clases y priorizando las medidas de distancia entre
los datos en espacios de alta dimension. La naturaleza de los datos y su representacion a
partir de todas las caracteristicas aunado a la complejidad en la identificacion de aspectos
de diferenciacion entre las clases en solo ese espacio de caracteristicas, dificulta la
deteccién de NTL a los modelos basados en algoritmos de agrupamiento. El valor de
desempefio mas alto se obtuvo en el algoritmo de K-means, seguido de los algoritmos de
Agglomerative clustering, finalmente los algoritmos de Spectral clustering. Sin embargo,
no superaron el valor de 0.065 de V-measure, por tanto, demostraron no ser idéneos a la

solucion y en algunos casos presentaron problemas de convergencia.

El desarrollo de las meta-caracteristicas disefladas permiti6 complementar el conjunto de
datos inicial de caracteristicas con mayor poder discriminante y que en conjunto
complementa mejor la naturaleza compleja y no lineal de la representacion de los datos,
incorporando mayor informacién y poder de representacion para la deteccion de NTL,
puesto que dentro de los conjuntos de caracteristicas relevantes seleccionadas por los
algoritmos mRMR y Random Forest, siempre se encontraron varias de estas meta-
caracteristicas. Cabe resaltar que este proceso de seleccion de caracteristicas también
influyo de manera positiva en los resultados de los algoritmos de agrupamiento y

clasificacion. En los primeros se obtuvo un incremento en el rendimiento a comparacion
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con los casos que incorporaban los datos con la totalidad de caracteristicas. Los algoritmos
de clasificacion si mostraron una mejora notable, mas aun cuando se implementa en la
fase de entrenamiento el algoritmo SMOTE para contrarrestar el efecto del desbalanceo
de clases presente en el conjunto de datos y en varios casos los algoritmos de seleccion

de caracteristicas incorporaban algunas de las meta-caracteristicas disefiadas.

La busqueda de pardmetros de los algoritmos de clasificacién por el método de Grid
Search, por medio de validacion cruzada de 5 iteraciones/particiones en el conjunto de
entrenamiento permitié identificar el conjunto de los parametros de configuracion éptimos
para Random Forest y Gradient Boosting y tener una estimacion del desempefio en los
conjuntos de validacién y prueba. Las técnicas de clasificacion empleadas mostraron
rendimientos cercanos al 0.7 de Macro-average precision, esto es similar a lo presentado
en diversos trabajos de la revision de literatura. Se evidencia que los métodos basados en
arboles de decisiéon tienen un alcance limitado dada la naturaleza y complejidad de los
datos y la tarea de clasificacion, por lo tanto la sola relacion entre las caracteristicas
originales y su clase asociada no es suficiente, pero con el tratamiento adecuado del
conjunto de datos a través de la incorporacién y disefio de nuevas meta-caracteristicas
mas descriptivas, la aplicacién de algoritmos de seleccién de caracteristicas y el balanceo

de clases, se pueden potenciar los resultados logrando mejores desempefios.

Del trabajo realizado, se obtuvo que la aplicacion de un algoritmo para la identificacién de
clientes que contribuian a las pérdidas no técnicas de energia (NTL) es viable si se lleva a
cabo empleado para un enfoque de aprendizaje supervisado basado preferiblemente en
Gradient Boosting o en su defecto Random Forest, dados los resultados obtenidos en
entrenamiento y pruebas. Es necesario mejorar los procesos de estandarizacion y
automatizacion de recoleccion de informacion, asi como incorporar mas variables de los
resultados de inspecciones técnicas para enriquecer nuevas meta-caracteristicas que
pueden proporcionar mejores resultados como fue posible en este caso, ampliar el espacio
de tiempo de las muestras de manera que se puede tener mas variedad en los datos e

incorporar otras fuentes de informacion adicionales y aumentar el conjunto de datos.

El sesgo en el etiquetado de los datos se minimizé usando la doble validacién, al hacer
gue cada uno de los registros fue evaluado por parte de dos expertos de forma

independiente (doble ciego), que determinaron la presencia o no de la irregularidad en
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cada una las observaciones. Se analiz6 una gran variedad de resultados de inspecciones
técnicas realizadas para deducir las etiquetas de clase asociada, ese proceso se puede
mejorar si especificamente el comercializado se encarga en sitio de determinar si se
presento o no la irregularidad asociada a la perdida de energia por estos aspectos. De esta
manera se puede omitir el paso de la doble validacion de la etiqueta y solo una validacion

simple que relacione los resultados con la observacién obtenida.

6.2 Trabajo futuro

Es necesario obtener un conjunto de datos con mayor niamero de registros, en lo posible
abarcar mas cantidad de afios en el conjunto de datos. Esto permitiria un mejor
entrenamiento de los modelos al obtener mas datos disponibles para el entrenamiento y la
validacion. Como recomendacion, y con el fin de aplicar de manera mas eficiente futuros
algoritmos de aprendizaje automatico sobre estos conjuntos de datos, se debe
estandarizar el campo de la descripcion del cual se obtiene la etiqueta de clase, de manera
gue sea mas féacil establecer si el resultado de una inspeccién técnica identifico o no la
existencia de una irregularidad que desencadenara un escenario de perdida no técnica de

energia.

Se debe promover la consolidacion de una base de datos de mayor tamafio con mas datos
y registros para abarcar mejores condiciones para el entrenamiento y prueba puesto que
con mas datos para entrenar, validar y probar independientes, se obtendran modelos mas
robustos. Se debe tratar de incluir caracteristicas y analisis de muestras de series
temporales de consumo de energia con periodos superiores a los seis meses de lecturas
tomadas como referencia para trabajos futuros, tomando en cuenta que algunas de las
meta-caracteristicas que mejoraron el desempefio, fue gracias a incorporar informacion

temporal cercano al evento de la lectura.
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Anexos

Anexo A: andlisis estadistico descriptivo y exploratorio de las
caracteristicas conjunto de datos.
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Figura 1. Conjunto caracteristicas de Lectura (LC), diagramas de barras y
bigotes.

Fuente: Propia
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Fuente propia.
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Fuente propia.
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diagramas de barras y bigotes.
Fuente propia.
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Figura 16. Conjunto caracteristicas de Promedio progresivo (PRA), diagrama
de violines.
Fuente propia.
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Figura 17. Conjunto caracteristicas de Promedio progresivo normalizado
(PRAN),diagramas de barras y bigotes.
Fuente propia.
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Anexo B: Resultado de Algoritmos de clasificacion
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Figura 19. Indicador V-medida para conjuntos de agrupamiento en conjuntos
de datos CD_SF (Arriba) y CD_FL(Abajo).
Fuente: Propia
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Figura 20. Indicador V-medida para conjuntos de agrupamiento en conjuntos
de datos CD_SF 100 MRMR (Arriba), CD_SF_50 MRMR (Centro) y
CD_SF_25 MRMR (Abajo)

Fuente: Propia
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Figura 21. Indicador V-medida para conjuntos de agrupamiento en conjuntos

de datos CD_SF 100 RF
CD_SF_25 RF (Abajo)
Fuente: Propia
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Figura 22. Indicador V-medida para conjuntos de agrupamiento en conjuntos
de datos CD_FL 100 _MRMR (Arriba), CD_FL_50 MRMR (Centro) y
CD_FL_25 MRMR (Abajo).

Fuente: Propia
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Figura 23. Indicador V-medida para conjuntos de agrupamiento en conjuntos
de datos CD_FL_100_RF (Arriba), CD_FL_50_RF (Centro)y CD_FL_25 RF
(Abajo)

Fuente: Propia



Anexo C: Arquitectura operacion proceso de busqueda de parametros
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Figura 24. Representacion del proceso de busqueda de parametros por Grid
Search para un conjunto definido de valores de parametros para algoritmo
de clasificacion Random Forest.

Fuente: Propia
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Figura 25. Representacion del proceso de busqueda de parametros por Grid
Search para un conjunto definido de valores de pardmetros para algoritmo
de clasificacion Gradient Boosting.

Fuente: Propia



Anexo D: Resultado de Clasificacion, busqueda de parametros grid
search con datos de entrenamiento y validacion cruzada

e Resultado para conjuntos de datos registros sin filtrar (CD_SF) y Registros
filtrados (CD_FL): en la Figura 26 se comparan los resultados de
implementar el algoritmo Random Forest a estos conjuntos de datos. En la

Figura 27 la comparacion corresponde al algoritmo Gradient Boosting.

1. Random Forest sqrt(nFeatures) array_maxdepth vs array_Nstimator

n_estimators: 256 / max_depth: 5
Mean: 0.636813-Std: 0.05492
Caracteristicas: 482 registro

n_estimators: 8 / max_depth: 5
Mean: 0.65343-Std: 0.064615
Caracteristicas: 455 regist
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2. Random Forest nFeatures array_maxdepth vs array_Nstimator

n_estimators: 256 / max_depth: 5
Mean: 0.66767- Std: 0.05932
Caracteristicas: 482 reglstro 390

n_estimators: 4 / max_depth: 5
Mean: 0.65311- Std: 0.06803
Caracteristicas: 455 registro 318
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3. Random Forest log2(nFeature

s) array_maxdepth vs array_Nstimator

n_estimators: 256 / max_depth: 5
Mean: 0.62619-Std: 0.03841
Caracteristicas: 482 registro 390

n_estimators: 2 / max_depth: 15
Mean: 0.63915- Std: 0.09199

Caracteristicas: 455 registro 318
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Figura 26: Busqueda de parametros Max. Depth y nStimator conjunto de caracteristicas
CD_SF (Izquierda) y CD_FL (derecha). De arriba abajo modelo Random Forest: pardmetro
1. Max Features = sqgrt(nFeatures), 2. Max Features = nFeatures y 3. Max Features =
log2(nFeatures)
Fuente: Propia

1. loss: exponential - criterion: friedman_mse array_maxdepth vs array_Nstimator

n_estimators: 8 / max_depth: 5
Mean: 0.67005-Std: 0.05448
Caracteristicas: 482 registro 390

n_estimators: 356 / max_depth: 5
Mean: 0.64792- Std: 0.09741
Caracteristicas: 455 registro 318
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2. loss: deviance - criterion

: friedman_mse array_maxdepth vs array_Nstimator

n_estimators: 356 / max_depth: 5
Mean: 0.68076-Std: 0.04431

n_estimators: 16 / max_depth: 15
Mean: 0.65343-Std: 0.10689

Caracteristicas: 482 registro 390
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3. loss: deviance - criterion: ms

e array_maxdepth vs array_Nstimator

n_estimators: 16 / max_depth: 5
Mean: 0.66950-Std: 0.07702

n_estimators: 256 / max_depth: 25
Mean: 0.63915-Std: 0.09199

Caracteristicas: 482 registro 390

Caracteristicas: 455 registro 318
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4. loss: deviance - criterion: mae array_maxdepth vs array_Nstimator

n_estimators: 4 / max_depth: 5
Mean: 0.69505-Std: 0.04412
Caracteristicas: 482 reglstro 390

n_estimators: 16 / max_depth: 15
Mean: 0.66772- Std: 0.09777
Caracteristicas: 455 reglstro 318
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Figura 27: Blusqueda de pardmetros conjunto de caracteristicas CD_SF (lzquierda) vy
CD_FL (derecha). De arriba abajo modelo Gradient Boosting pardmetros 1.loss: exponential

- criterion: friedman_mse, 2.
criterion: mse y 4.

loss: deviance - criterion: friedman_mse,3. loss: deviance -
loss: deviance - criterion: mae.

Fuente: Propia

Resultado para conjuntos de datos registros sin filtrar y Seleccion de
caracteristicas algoritmo Random Forest CD_SF 25 RF (25 caracteristicas),
CD_SF_50 RF (50 caracteristicas) y CD_SF_100_RF (100 caracteristicas):
en la Figura 28, se observa la comparacion del comportamiento del
desempefio del Macro - Precision promedio (average precision) del algoritmo
Random Forest correspondientes a variaciones en parametros de Max.

indicados (CD_SF_25 RF,
Figura 29 de

Features y los conjuntos de datos
CD_SF 50 RF, CD_SF_100 RF) Ia

corresponde a la comparacion del desempefio del algoritmo Gradient

igual manera

Boosting y los parametros variantes de Criterio y perdida.

1. Random Forest sqrt(nFeatures) array_maxdepth vs array_Nstimator

n_estimators: 32 / max_depth: 5
Mean: 0.65576 -Std: 0.06258
Caracteristicas: 100

n_estimators: 2 / max_depth:75
Mean: 0.65760 - Std: 0.05260
Caracteristicas: 50

n_estimators: 2 / max_depth: 5
Mean: 0.65045- Std: 0.07186
Caracteristicas: 25
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2. Random Forest nFeatures array_maxdepth vs array_Nstimator
n_estimators: 356 / max_depth: 5 n_estimators: 4 / max_depth: 5 n_estimators: 2 / max_depth: 5
Mean: 0.68489- Std: 0.04622 Mean: 0.69496- Std: 0.08395 Mean: 0.66181- Std: 0.08174
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3. Random Forest log2(nFeatures) array_maxdepth vs array_Nstimator
n_estimators: 32 / max_depth: 5 n_estimators: 2 / max_depth: 25 n_estimators: 8 / max_depth: 5
Mean:0.65164- Std: 0.06075 Mean: 0.65228- Std: 0.06309 Mean: 0.64450- Std: 0.06157
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Figura 28: Busqueda de parametros Max. Depth y nStimator conjunto de caracteristicas
CD_SF_100_RF (Izquierda), CD_SF_50_RF (centro)y CD_SF_25 RF (derecha). De arriba

abajo, modelo Random Forest: parametro 1. Max Features

sqrt(nFeatures), 2. Max

Features = nFeatures y 3. Max Features = log2(nFeatures)

Fuente: Propia

1. loss: exponential

- criterion: friedman_mse array_maxdepth vs array_Nstimator

n_estimators: 4 / max_depth: 5
Mean: 0.67179 - Std: 0.05362
Caracteristicas: 100

n_estimators: 2 / max_depth: 5
Mean: Mean 0.67124- Std: 0.08261
Caracteristicas: 50

n_estimators: 256 / max_depth: 5
Mean: 0.67655 Std: 0.10067
Caracteristicas: 25
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2. loss: deviance - criterion: friedman_mse array_maxdepth vs array_Nstimator
n_estimators: 356 / max_depth: 5 n_estimators: 8 / max_depth: 5 n_estimators: 64 / max_depth: 5
Mean: 0.67536- Std: 0.05891 Mean: 0.67179- Std: 0.05437 Mean: 0.68489- Std: 0.09706
Caracteristicas: 100 Caracteristicas: 50 Caracteristicas: 25
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loss: deviance - criterion: mse array_maxdepth vs array_Nstimator
n_estimators: 2 / max_depth: 5 n_estimators:32 / max_depth: 5 n_estimators: 32/ max_depth: 10
Mean: 0.69560- Std: 0.07456 Mean: 0.67600- Std: 0.07926 Mean: 0.66886- Std: 0.08695
Caracteristicas: 100 Caracteristicas: 50 Caracteristicas: 25
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3. loss: deviance - criterion: mae array_maxdepth vs array_Nstimator
n_estimators: 32 / max_depth: 5 n_estimators: 16 / max_depth: 50 n_estimators: 8 / max_depth: 15
Mean: 0.67948- Std: 0.07005 Mean: 0.69322 Std: 0.08082 Mean: 0.66456 Std: 0.08000
Caracteristicas: 100 Caracteristicas: 50 Caracteristicas: 25
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Figura 29: Busqueda de parametros conjunto de caracteristicas CD_SF _100_RF
(Izquierda), CD_SF_50_RF (centro) y CD_SF_25 RF (derecha). De arriba abajo modelo
Gradient Boosting pardmetros 1.loss: exponential - criterion: friedman_mse, 2. loss:
deviance - criterion: friedman_mse,3. loss: deviance - criterion: mse y 4. loss: deviance -
criterion: mae.
Fuente: Propia

Resultado para conjuntos de datos registros sin filtrar y Seleccion de
caracteristicas algoritmo mRMR CD_SF_25 MRMR (25 caracteristicas),
CD_SF 50 MRMR (50 caracteristicas) y CD_SF 100 MRMR (100
caracteristicas): en la Figura 30, se observa la comparacion del
comportamiento del desempefio del Macro - Precision promedio (average
precision) del algoritmo Random Forest correspondientes a variaciones en
parametros de Max. Features y los conjuntos de datos indicados
(CD_SF_25 MRMR, CD_SF_50 MRMR, CD_SF_100 MRMR) la Figura
31 de igual manera corresponde a la comparacion del desempefio del

algoritmo Gradient Boosting y los parametros variantes de Criterio y perdida.

1. Random Forest sqrt(nFeatures) array_maxdepth vs array_Nstimator

n_estimators: 2 / max_depth: 5
Mean: 0.63333-Std: 0.03461
Caracteristicas: 100

n_estimators: 16 / max_depth: 5
Mean: 0.63040- Std: 0.056025
Caracteristicas: 50

n_estimators: 32 / max_depth: 5
Mean: 0.63452 - Std: 0.05799
Caracteristicas: 25
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2.

Random Forest nFeatures array_maxdepth vs array_Nstimator

n_estimators: 32 / max_depth: 5
Mean: 0.64752- Std: 0.06212
Caracteristicas: 100

n_estimators: 8 / max_depth: 5
Mean: 0.63919- Std: 0.06972
Caracteristicas: 50

(&)

n_estimators: 128 / max_depth:
Mean: 0.63855- Std: 0.06994
Caracteristicas: 25

4

3.

Random Forest log2(nFeatures) array_maxdepth vs array_Nstimator




