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Resumen

Deteccon y Aislamiento de Fallas en una Red de Termopares Mediante
Tecnicas Basadas en Datos

En el presente documento se explica el proceso de desarrollo de un modelo para deteccon y
aislamiento de fallos FDI ) en una red de termopares mediante ecnicas basadas en datos.
El documento inicia describiendo generalidades del funcionamiento de la planta, conceptos
kasicos sobre termopares, de nicon deFDI, su relevancia en la planta y el modo en que
este se desarrolla actualmente, lo cual abre paso a la identi cacon del problema y el plan-
teamiento de los objetivos. El desarrollo del proyecto se divide en 4 etapas, iniciando con el
reconocimiento del conjunto de datos disponibles, seguido de un estudio de netricas obte-
nidas a partir del conjunto de datos y su relacon con estados de fallo o normalidad en los
termopares, establecimiento de una metodologa para el entrenamiento de modelos basados
en datos y los resultados obtenidos de su aplicacon. EI documento naliza con la deter-
minacon de paametros para la construccon un modelo basado en datos que muestra una
precison superior al 76 %, segun pruebas de validacon aplicadas, entre otras conclusiones
obtenidas del desarrollo del presente proyecto.

Palabras clave: Aprendizaje supervisado, data-driven , deteccon, fallas, FDI , Machine
Learning , sensor, termopar, XGBoost .



Abstract

Fault detection and isolation in a thermocouple network by data-driven
techniques

The present document explains the development process of a fault detection and isolation
(FDI) model for a thermocouple network by data-driven techniques. The begins by describing
plant's functioning generals, thermocouples' basic concepts, FDI de nition, its relevance for
the plant and how it is currently performed, which allows the problem's identi cation and
objectives de nition. The project's development divides into 4 stages, starting by a recon-
naissance of available data, followed by a study of metrics obtained from the data set and
their linkage to thermocouple's in fail or normality statuses, establishment of a methodology
for training data-driven models and its results. The document nalizes by determining the
parameters for the constructions of a data-driven model showing an accuracy over 76 %,
according to applied validation tests, among other conclusions from the development of the
present project.

Keywords: Supervised learning, data-driven, detection, failures, FDI, Machine Lear-
ning, sensor, thermocouple, XGBoost
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1 Introduccon

1.1. Estructura del documento

En el presente captulo se realiza una presentacon general de la planta, el proceso y el
sistema en el que se identi ca la oportunidad para desarrollar el proyecto plasmado a lo
largo de este documento. Se explica el concepto del termopar desde un esquema kasico de
su construccon, se introducen el concepto y las condiciones de linealidad en un termopar y
se plantea una primera nocon del concepto de fallo en un termopar respecto a su modelo en

la zona lineal. Posteriormente se introduce el concepto de deteccon y aislamiento de fallos

y tres aproximaciones que se pueden emplear para llevar a cabo esta tarea. Se muestran
aspectos generales y algunos desarrollos generados desde cada una de estas aproximaciones.
La introduccon se propone en este orden para contextualizar progresivamente al lector y
empezar a establecer las conexiones e importancia de cada uno de estos componentes en el
desarrollo del presente trabajo.

El documento se organiza en 7 captulos. En el captulo 3 se establecen el objetivo general y
los objetivos espec cos del presente trabajo. El desarrollo del proyecto se divide en cuatro
macroprocesos, cada uno correspondiente con cada uno de los objetivos espec cos:

1. Caracerizacon y preprocesamiento de datos iniciales.
2. Establecimiento de netricas y Inea base.

3. De nicon de diseno experimental.

4. Entrenamiento de modelos.

En cada captulo se realiza una introduccon a la idea que se desarrollaa y se establece la
metodologa a seguir. Posteriormente se muestra el resultado del ejercicio desarrollado y se
propone una breve discusbon de los resultados obtenidos en el captulo.

El captulo 4 muestra el proceso desarrollado en la etapa de caracerizacon y preprocesa-
miento del conjunto de datos suministrado por CMSA. Esta etapa permite hacer un reco-
nocimiento inicial de los datos disponibles y establecer un grupo de datos de intees para el
desarrollo del presente trabajo.



6 1 Introduccon

El captulo 5 ilustra los procesos de Aralisis Exploratorio de Datos EDA), exploracon de
netricas relacionadas con estados de falla en termopares y establecimiento de una Inea base,
lo cual hace posible entrenar modelos basados en datos.

Los captulos 6 y 7 se articulan como etapas planeacon y ejecucon. Se parte de un disefo
experimental para realizar un proceso de variacon de paametros cuyos resultados permiten
re nar un diseno experimental posterior. Al nal del captulo 7 se de ne la con guracon de
paametros que ofrece los mejores resultados bajo el alcance del presente proyecto. Queda
abierta la posibilidad a que futuros trabajos sigan experimentando con diferentes arquitec-
turas, modelos, metodologas, y denas posibles variantes en busca de nuevos enfoques y
resultados.

Las conclusiones nales se presentan en el captulo 7.7 con lo que se da cierre al trabajo
desarrollado y se sintetizan ideas globales producto tanto del proceso como de los resultados
obtenidos.

1.2. La planta y el proceso

Cerro Matoso S.A. (CMSA) es una operacon del Grupo IndustriaBouth32 encargada de
la mina de explotacon a cielo abierto de ferronquel ubicada en cercanas del municipio de
Montelbano, departamento de Grdoba, Colombia. La operacon se compone de las etapas
de extraccon de mineral, trituracon, clasi cacon, secado, calcinacon, fundicon, extraccon

de metal fundido, extracon de escoria y empaque del producto obtenido.

El diagrama de la gura 1-1 muestra el proceso entre la etapa de secado del mineral ex-
trado hasta la extraccon tanto del metal fundido como de la escoria. El mineral extrado

es clasi cado, separado en peguenas montanas denominadas pilas, secado y posteriormente
pre-quemado en los calcinadores a una temperatura de aproximadamente 800de lo que

se obtiene uno de los productos intermedios clave en el proceso, la calcina.

Figura 1-1 : Diagrama de ujo (parcial) del proceso de obtencon de ferronquel
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El proceso de fundicon del mineral previamente triturado, secado, clasi cado y calcinado
se lleva a cabo en hornos de arco ekctrico que operan de manera ininterrumpida, salvo por
paradas de mantenimiento programadas. La planta actualmente cuenta con dos hornos de
fundicon.

Los hornos reciben la calcina precalentada y se vierte desde la parte superior del horno por
medio de tubos de alimentacon que la depositan en diferentes zonas de acuerdo con los
paametros de nidos en el procedimiento operativo. Los operarios ajustan paemetros como
la alimentacon de calcina y posicon de los electrodos para buscar obtener el mayor volumen
de produccon de metal fundido y mantener el horno operando dentro de paametros esta-
blecidos para reducir el desgaste que el material en reaccon ejerce en las paredes del horno.

A medida que la calcina se calienta y pasa a fase lquida, esta se separa del metal que se
deposita al fondo del horno y se extrae a trawes de piqueras ubicadas en la base de la estruc-
tura. Los componentes de la calcina que no constituyen el metal fundido se acumulan como

escoria del proceso, la cual ota sobre el metal fundido y se extrae por medio de piqueras de

escoria.

Se debe resaltar que la temperatura del material dentro del horno durante el proceso de
fundicon no es homogenea dado que dicha temperatura depende de factores como:

= Composicon qumica de la calcina.

Cantidad y distribucon de la calcina.

Distancia de la calcina respecto al electrodo.

Profundidad del electrodo.

Transferencia de energa del electrodo a la calcina.

A medida que el material se sitia nas lejos del electrodo, este recibe menos energa en for-
ma de calor y, por ende, se calienta menos que el material mas cercano al electrodo. Bajo
ciertas condiciones de temperatura, se forma de una capa de material en fase lida (ma-
terial sin fundir) en la cara interna de la pared del horno [2]. Dicha capa, llamada costra,
puede contener tanto metal sin fundir como minerales de la calcina, tiene dos caractersticas
principales. Por una parte es material que no se extrae en forma de metal re nado y que,
a su vez, ocupa espacio dentro del horno, reduciendo el volumen de produccon; por otra
parte, la capa de depositada en la pared del horno actia como un recubrimiento protector
gue recibe los ataques trmico y qumico del metal fundido, protegiendo la pared de ladrillo

y prolongando la vidautil del horno.
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La determinacon del espesor del recubrimiento protector del horno es por si mismo un
proceso que recubre especial relevancia en el control estructural de la planta. La medicon
directa del espesor de dicho recubrimiento requiere una parada total de la planta, proceso
gue requiere varios das para evacuar el horno, permitir el enfriamiento de la estructura,
realizar la medidas y el posterior procesamiento de los datos recolectados, como lo ilustraron
Tibaduiza et al. [3]. Los autores emplearon netodos analticos para la medicon del espesor
del recubrimiento mediante ultrasonido en el horno detenido, resaltando las limitaciones que
se presentan al requerir la parada de planta para obtener los datos y su imposibilidad de
realizar las mediciones en Inea.

Tibaduiza et al. [4] propusieron posteriormente un nmetodo para realizar la medicon del re-
cubrimiento sin requerir la parada de planta mediante la adaptacon de un sistentaround-
Penetrating Radar (GPR)y el posicionamiento estrakgico de antenas para recibir las senales
recibidas por los emisores. El modelo propuesto requiere especial cuidado de las antenas de
recepcon debido a las altas temperaturas a las que se encontraran expuestas al estar en
contacto directo con la pared lateral del horno.

La planta cuenta actualmente con un sistema de control de alimentacon de calcina y un
sistema de monitoreo del estado estructural del horno, dichos sistemas guan al equipo ope-
rativo para garantizar la integridad estructural del horno durante la operacon de fundicon.

El problema de estimacbn del espesor de costra y el desarrollo de netodos para controlar la
formacon de la costra son retos acacemicos que ameritan ser investigados en el futuro.

Adenmas de las temperaturas del horno, se lleva un monitoreo constante de diferentes varia-
bles del proceso de produccon, que incluyen voumenes de mineral que ingresa para procesa-
miento, composicon qumica de las diferentes pilas de mineral, temperaturas de calcinacon,
potencia ekctrica, corriente, impedancia y posicon de los electrodos que calientan la calcina,
ujo de escoria a la salida del horno, ujos de agua y ujos de calor retirado de cada panel,
entre otros. Dicho monitoreo y almacenamiento de datos hisbricos permite hacer seguimien-
to de la operacon de la planta.

1.2.1. Enfriamiento de las paredes laterales del horno

Una de las operaciones necesarias para el control estructural del horno es la extraccon de
calor de la pared media del horno. Esta operacon se realiza mediante intercambiadores que
extraen el calor de la pared a trawes de elementos metlicos ubicados en la parte externa
de la pared del horno. Un ujo ininterrumpido de agua atraviesa los elementos metlicos y
extrae el calor para ser disipado fuera de la Inea de fundicon.
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Para monitorear el estado de operacon de los hornos de fundicon, se cuenta con una red
de termopares dispuestos tanto en las paredes del horno como en diferentes puntos del techo
y cara externa del fondo, conformando un conjunto de mas de 200 termopares que operan
continuamente.

La extraccon de calor en la pared media del horno se realiza para evitar que estas se
deformen debido a las elevadas temperaturas del proceso, al tiempo que propicia la formacon
del recubrimiento protector al interior del horno. Los elementos o placas metlicas en la
pared media del horno reciben los nombres date Coolersy Wa e Coolers, los cuales se
organizan verticalmente en 4 niveles delate Coolers identi cados con letras de la A ala D,

y un nivel de Wa e Coolers [1]. La gura 1-2 muestra la ubicacon relativa de los paneles
gue permiten el intercambio de calor.

Figura 1-2 : Ubicacon relativa de Plate Coolersy Wa e Coolers

La circunferencia de la pared del horno se divide en 4 cuadrantes (noroeste, noreste, suroeste
y sureste) y cada cuadrante a su vez se divide en 18 secciones, con lo que la totalidad del
horno queda dividido en 72 secciones angulares como se muestra en la dufa Dichas
secciones angulares sirven para establecer la ubicacon angular de los paneles a trawes de los
cuales se mide la temperatura de la pared del horno.
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Figura 1-3 : Distribucon de secciones angulares del horno [1]

En los niveles A, B y C dePlate Coolerslos paneles se ubican de forma escalonada, en el
nivel D se ubica un panel en cada uno de los 72 sectores de la pared del horno, como se
muestra en la gura 1-4; el nivel deWa e Coolers cuenta con un panel centrado en cada
sector del horno y dos termopares (A y B) por cada panel.

Figura 1-4 : Ubicacon de paneles en la pared del horno.

De la gura 1-4 tamben se observa que losPlate Coolersdel nivel B se centran en las
posiciones angulares impares, por lo que en la nomenclatura de los paneles no exidtda
Coolersdel nivel B con posicon angular impar. De manera araloga se observa que Bisite
Coolers de los niveles A y C se centran solamente en las posiciones angulares pares, por lo
gue en la nomenclatura de los paneles solamente se encontraan estos paneles acompanados
de posiciones angulares pares.
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La correcta operacon del horno y su sistema de control necesita que las medidas que se
obtienen de la red de sensores re eje elmente los valores reales de temperatura en cada
uno de los puntos de medida, por lo que resulta de especial importancia garantizar o, en la

medida de lo posible, incrementar la con abilidad de las medidas de los termopares para la

operacon del horno.

1.2.2. Deteccon e identi cacon de fallos en termopares del horno

Actualmente la deteccon de fallos en el correcto funcionamiento de los termopares del horno
se realiza mediante inspeccon visual de los datos recibidos de los sensores por parte del per-
sonal operativo de planta, quienes revisan los registros hisbricos de los valores medidos en
cada termopar y determinan si los datos corresponden a un sensor operando con normalidad
o si, por el contrario, los datos re ejan que existen fallos en el sensor. Realizar dicho pro-
ceso para la totalidad de los termopares demanda grandes cantidades de tiempo y esfuerzo,
ademas de requerir dedicacon exclusiva si se quiere detectar fallos a poco tiempo de que
estos suceden.

El uso de herramientas tecnobgicas para apoyar el proceso de deteccon de fallos en la red
de termopares se presenta como una estrategia atractiva para incrementar la con abilidad
en las mediciones, dada la cantidad de termopares, el ambiente extremo en que estos operan
y su importancia para la correcta operacon del horno.

En el intervalo de tiempo entre la aparicon de una falla hasta su deteccon e identi cacon se
corre el riesgo de tomar decisiones que desmejoren las condiciones de operacon del horno, re-
duciendo la productividad o aumentando el desgaste de la pared. Dichas condiciones pueden
conducir a efectos indeseados como el enfriamiento o sobrecalentamiento del horno, impac-
tando negativamente en la e ciencia de la operacon. En casos mas dasticos, desviaciones
en la operacon del horno pueden conducir a incidentes graves tales como la perforacon de
la pared del horno [5], poniendo en riesgo la estructura, el personal y el entorno.

1.3. Termopares

Un termopar, como el esquematizado en la gur&-5, es un sensor compuesto por una juntura
bimetlica que presenta una diferencia de potencial ekctrico, tamben denominada como
tenson ekctrica, al someter los dos extremos de la juntura a una diferencia de temperatura,

lo que se conoce como efecto Seebek [6].

La tenson ekctrica explicada mediante el efecto Seebek depende de las caractersticas -
sicogumicas de ambos metales, en lo que se conoce como coe cientes de Seebeck, y de la
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Figura 1-5 : Esquema kasico de un termopar sometido a una diferencia de temperatura.

diferencia de temperatura entre los dos extremos de la juntura, como se muestra en la ecua-
con (1).

V= (Se(T) Sa(T))dT (1)

T1

Los coe cientes de SeebeBs (T) y Sa(T) se presentan, generalmente, en unidades d&=K
y su magnitud no es lineal respecto a todas las variaciones de temperatura. Sin embargo,
existen combinaciones de junturas bimetlicas que, dentro de ciertos rangos de temperatu-
ra, presentan un comportamiento tal que la tasa de cambio de la tenson inducida por el
feromeno de Seebek y la diferencia de temperatura entre sus terminales puede considerarse
lineal.

Normas tcnicas, como la IEC 60584-1 [7], explican en detalle los requisitos £cnicos que satis-
facen termopares agrupados dentro de designaciones internacionales. Uno de los paametros
determinantes a la hora de seleccionar un termopar es el rango de temperatura de operacon
del sensor. Dicho rango nos permite trabajar bajo el modelo en que la medida de tenson en
los terminales del termopar cambia de manera lineal respecto al cambio de temperatura en
la punta caliente del sensor.

Mediante el uso de un transductor con gurado de acuerdo con el tipo de termopar conectado
y, si la punta caliente del termopar se encuentra dentro de cierto rango de operacon espec -
co para cada tipo de termopar, es posible establecer una relacon lineal entre la tenson en
los terminales del sensor y la temperatura a la que se encuentra expuesta la punta caliente,
como se muestra en la ecuacon (2), donde es un factor lineal que depende del tipo de
termopar.

V = kT (2)
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Dado que el principio de medicon de los termopares depende de la exposicon (directa o
indirecta) del sensor a la fuente de calor, los termopares en ambientes industriales suelen
encontrarse expuestos a condiciones ambientales similares o iguales a aquellas en las que
sucede el feromeno ermico medido, lo que ocasiona una progresiva degradacon o desgaste
del sensor y genera que su comportamiento di era cada vez mas del ideal plasmado en la
ecuacon (2).

Una falla en un sensor implica una perdida de funcon parcial o total de su capacidad de
medida. Condiciones ambientales extremas de temperatura, acidez, ruido electromagretico,
entre otras, aceleran el desgaste del termopar y propician la aparicon de errores de pre-
cisbn, estabilidad y con abilidad [8]. Este desgaste se mani esta como degradacon en su
funcionamiento, afectando las lecturas obtenidas. Las consecuencias del mal funcionamiento
de un sensor se encuentran en diversas escalas, llegando en casos extremos a comprometer
la seguridad e integridad tanto del personal como de la planta misma [9].

1.3.1. Clasicacon de fallos en termopares

Con base en lo expuesto por Zhargt al. [9] y Samaraet al. [10] respecto a la clasi cacon

de fallas en un sensor, estas se pueden separar en abruptas e incipientes.

Una falla abrupta es una alteracon subita en el funcionamiento del sensor, haciendo que

el mismo se vuelva inoperante durante la duracon de la falla. Un caso conmun se presenta
cuando la senal de salida del sensor se ancla en un cierto valor independientemente del valor
real de la variable medida, como se muestra en la gua6 donde la senal dePlate Cooler

31 D presenta un pico poco antes del marcador de fecha 2017-11-29, luego de lo cual la senal
leda de dicho sensor se ancla en un valor pese a que las senales deléds Coolers30 D y

32 D (paneles vecinos) presentan variaciones propias de la operacon normal de la planta.

Figura 1-6 : Ejemplo de sensor con sefal anclada.
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Algunos factores que pueden promover la aparicon de fallas abruptas en termopares son
cortocircuitos, desconexbn (circuito abierto), danos fsicos en el cableado, los terminales,
entre otras.

Dentro de los fallos abruptos se encuentran los fallos intermitentes. Son eventos que no afec-
tan el sensor de manera permanente, sino que suceden solamente en intervalos de tiempo,
alternando intervalos de funcionamiento con fallos e intervalos de funcionamiento libres de
fallos. Estos fallos, cuando no se deben a factores humanos tales como una conexon inestable
0 una desconexbn accidental, suelen evolucionar con el tiempo hasta convertirse en un fallo
permanente, como el ejemplo de la gurd-7 en la que se observa que Ellate Cooler 36

A presenta un fallo transitorio entre las marcas de fecha 2015-07-15 y 2015-07-17; a partir
del 2015-07-19 estos fallos transitorios se hacen cada vez nas frecuentes hasta que entre el
2015-07-23 y el 2015-07-25 el sensor se ancla en un valor cercano a 108.60

Figura 1-7 : Ejemplo de evolucon de sensor con fallo intermitente.

Los fallos abruptos pueden detectarse con relativa facilidad mediante observacon directa ya
gue la senal entregada por el sensor en fallo presenta una marcada diferencia respecto al
comportamiento de la variable medida en un sensor sin fallo. Esta identi cacon se puede
realizar mediante comparacon con senales redundantes, modelos matematicos del sistema
(si se dispone de tal modelo), indicadores derivados del conocimiento experto del sistema,
entre otros netodos.

En un fallo incipiente el funcionamiento del sensor se ve modi cado ligeramente sin que este
deje de ser operativo, ocasionando que el dato entregado no sea veraz [11]. Esta clase de
fallos suelen empezar como variaciones mnimas en el valor entregado, de modo que no son
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ficilmente identi cables [12]. Un fallo incipiente puede evolucionar hasta que la anomala en

el sensor sea tal que se dispare una falla abrupta. Sin embargo, el tiempo y velocidad de la
evolucon del fallo no son predecibles, lo que di culta el establecimiento del punto de inicio
de tales fallos una vez son detectados.

En un sistema de monitoreo de tipo industrial intervienen tamben sistemas como conver-
sores aralogo-digital ADCs), dataloggersdatacenters etc. En el presente documento no se
analizan fallos ocurridos en estos sistemas, debido a que el estudio se enfoca exclusivamente
en fallos en termopares.

1.4. Deteccon y Aislamiento de Fallos (FDI)

La Deteccon y Aislamiento de fallos DI por sus siglas en ingkes) es un campo dentro de la
ingeniera de control que cobra cada vez mayor importancia a medida que los procesos son
cada vez mas diversos y se monitorean simulaneamente una mayor cantidad de variables.
A medida que los sistemas se hacen mas complejos y especializados, tamben lo ha hecho el
diagrostico de fallas.

Autores como J. Patton [13] y Shahnazi [14] dividen el proceso BBI en cuatro etapas:

Deteccon : Determinar si existe de una falla.

Aislamiento : Determinar el origen de la falla.

Estimacon : Determinar si el sistema puede seguir en funcionamiento.

Ajuste : Modi car el sistema, bien sea para trabajar considerando la alteracon en el
sensor, o el cambio del elemento defectuoso

En la fase de deteccon se evala la existencia de anomalas en los datos del sensor que
sugieran la existencia de una falla en el funcionamiento del mismo. La deteccon de fallos
se basa en extraer informacon de los datos de entrada y, mediante uno o varios netodos,
determinar la existencia de anomalas a partir de netricas de comparacon conocidas como
residuos La estrategia de mmputo e interpretacon de los residuos depende de la metodo-
loga de deteccon que se haya implementado.

Los residuos se pueden calcular mediante operaciones directas entre las variables de intees
(lineales, polinomiales, etc.), transformaciones matemnaticas (Fourier, Wavelet, Z, etc.), @lcu-
los estadsticos, aplicacon de modelos complejosviachine Learning inteligencia arti cial,
redes neuronales, etc.) o combinaciones que permitan aplicar un criterio de decison al nal
del proceso para clasi car los datos en correctos o aromalos.
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En la fase de aislamiento se toman los datos identi cados como aromalos y, a partir del
@mputo y evaluacon de residuos, se decide el tipo de falla presente en los datos analizados.
El modo en que las fallas se clasi can depende del contexto en que se esk trabajando, algu-
nos posibles criterios para clasi car el origen de una falla son: el lugar fsico donde ocurre,
tipo de falla, consecuencia de la falla en el proceso, etc.

Una vez detectado y aislado el fallo, si se determina que el sensor puede seguir operativo,
puede implementarse una cuarta etapa denominada ajuste en la cual se determina una es-
trategia para corregir los datos aromalos detectados y aislados. Esta etapa no siempre es
realizable ya que depende de la capacidad para generar e implementar estrategias de recu-
peracon o ajuste de datos.

Un modo de deteccon y diagrostico de fallos en sensores es la redundancia fsica, que con-
siste en instalar dos o mas sensores midiendo directa o indirectamente una misma variable
en simulneo. La comparacon de las medidas de los diferentes sensores permite identi car
si alguno de ellos registra medidas aromalas.

La redundancia fsica como netodo paraFDI presenta una limitante fundamental a la hora

de implementarse. Cada nuevo instrumento que se anade al sistema implica un despliegue
de infraestructura y un costo asociado a dicho despliegue. Estos dos factores se hacen mas
crticos a medida que la complejidad del sistema incrementa, lo que se convierte en una
limitante tanto tecnobgica como nanciera.

Existen diversas alternativas a la redundancia fsica para realizafDIl, especialmente en
sistemas en que la cantidad de variables medidas o la complejidad del sistema hace imposible
una comparacon directa. Para abordar casos como este, existen tres grandes grupos de
aproximaciones deé-DI con redundancia analtica:

= Basadas en modelo
= Basadas en conocimiento

= Basadas en datos

La existencia de diferentes aproximaciones &®Il, empezando desde los sistemas basados en
modelos derivados del trabajo de Willsky y Jones en 1976 [15], hasta modelos modernos que
integran multiples modelos deMachine Learning ecnicas de tratamiento de datos en di-
versas etapas del proceso, transformaciones y descomposiciones complejas de la informacon
para resolver problemas de elevada complejidad y abstraccon, no han generado un obligado
desplazamiento de una u otra aproximacon déDI, sino que han permitido ampliar cada vez

mas la gama de posibles metodologas que se pueden adoptar para solucionar un problema
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de deteccbn de fallos en sistemas.

La inclinacon por una u otra aproximacon de FDI depende de diversas caractersticas y
limitaciones del caso de estudio. Factores como:

Complejidad (no linealidad) de la planta y/o el proceso.

Disponibilidad, calidad y cantidad de datos de la Inea base de conocimiento.

Existencia y tipo de relaciones entre la Inea base y los resultados esperados.

Requerimientos espec cos propios del caso de estudio.

Permiten descartar o apoyar la adopcon de una aproximacon de FDI para un caso de estudio
en espec co.

1.5. Aproximaciones Basadas en Modelos

Esta aproximacon depende de la disponibilidad de un modelo matenatico del sensor y del
proceso que permita obtener analticamente el comportamiento esperado de las mediciones
y compararlo con los datos medidos, como se muestra en la gur#. En esta aproximacon

el residuo que se somete a los criterios de decisbn es la diferencia entre el valor esperado y
el valor medido del proceso. Esta aproximacon se ve limitada en la medida que los procesos
se hacen cada vez nas complejos, di cultando la obtencon del modelo matematico corres-
pondiente para realizar el alculo de los residuos.

Figura 1-8 : Diagrama de ujo de aproximaciones basadas en modelo

Las aproximaciones basadas en modelos son de gran utilidad en procesos cuyas variables de
intees guardan relaciones aicilmente modelables y se tiene informacon de entrada su ciente,
con lo que se pueden calcular los valores esperados y compararlos con las mediciones para la
generacon de residuos y determinacon de las reglas de decison.
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La redundancia analtica permite reducir en algunos casos la cantidad de sensores redundan-
tes [16], aprovechando los modelos maternaticos de los sistemas y obteneniendo informacon
acerca de la senal de intees a traves de combinaciones de las senales disponibles. La gura
1-9 presenta la diferencia entre redundancia fsica y redundancia analtica a partir de un
sensor inicial dentro de un proceso.

Los netodos basados en modelos analizan las entradas, estados y/o salidas del sistemay las
comparan con las mediciones registradas para el @lculo de residuos. Una de las primeras no-
ciones de este metodo se desarrolb a partir del trabajo de Alan Willsky en 1976 [15], donde

se establece la senal residual como la diferencia entre los valores calculados en el modelo y
los valores medidos en el proceso para detectar desviaciones entre el comportamiento espe-
rado de sistema y el comportamiento observado. El comportamiento de esta senal residual,
combinado con el establecimiento de umbrales de operacon y reglas de toma de decisbn ha
permitido de nir diversos sistemas de diagrostico de fallos.

Figura 1-9 : Redundancia fsica y redundancia analtica

El establecimiento de la funcon residuo y los procesos de discriminacon y toma de decisiones
dependen de cada caso de estudio particular, como los presentados por Tolouei y Shoorehdeli
[17] donde se establece un sistema de observadores no lineales como una alternativa para
establecer redundancia analtica para un sensor de medicon de pH en un sistema de neutra-
lizacon y, de esta manera, detectar fallos a partir del residuo calculado con base en la salida
del observador y el valor entregado por el sensor. Para el establecimiento del observador del
sensor de pH emplearon datos obtenidos de otros sensores de la planta, como niveles y ujos
de los tanques de cada reactivo de la neutralizacon, ademas de los valores caractersticos de
acidez de los reactivos que ingresaban al reactor.
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Chenget. al [18] establecieron un modelo deDI para la deteccon de fallas por cortocircuito

y fallos en los sensores para el sistema de bateras de ion de litio de una aeronave con base
en un aralisis estructural a partir de la combinacon de modelos ekctricos. Los autores esta-
blecieron modelos para cada celda, para cada nodulo (conjunto de celdas en serie), para el
conjunto de celdas en paralelo y para el circuito equivalente visto desde la carga. Con base en
la caracterizacon de la condicon inicial de las celdas, los nodulos y el circuito equivalente.
Los autores descomponen el modelo en sus nultiples componentes, comparan las medidas
obtenidas de sensores de tenson en cada celda y de corriente tanto en cada nodulo como
en la carga y comparan los datos contra los resultados calculados para el sistema caracte-
rizado en su condicon inicial para detectar la existencia de un fallo y aislar la fuente del fallo.

Shahnazariet al. [19] desarrollaron un sistema dEDI para un sistema de acondicionamiento

de aire, de nieron el sistema a partir de un modelo lineal invariante en el tiempo y disenan
observadores de estados para estimar los residuos con base en los valores de variables de es-
tado. Los autores logran detectar efectivamente la aparicon de fallos simulados en el modelo.

Las aproximaciones basadas en modelos dependen de la calidad de la Inea base que se tenga
del caso de estudio. En los casos en que el modelo existente es su cientemente preciso, los
ejercicios deFDI suelen ser bastante efectivos e intuitivos en su interpretacon ya que se
puede establecer una relacon directa entre el residuo y la existencia fallos.

Por otra parte, cuando los modelos no son lo su cientemente precisos, pueden aparecer
errores considerables entre el comportamiento descrito por el modelo y el re ejado por las
mediciones. Estos errores no necesariamente implican anomalas en el funcionamiento del sis-
tema y se originan por falencias en la precison del modelo utilizado [20]. Algunas condiciones
gue pueden reducir la precison de un modelo incluyen, pero no se limitan a:

= Sobresimpli cacon del modelo: Ocurre cuando, a n de darle al modelo mayor
simplicidad matematica, se desprecian o alteran en exceso diramicas del modelo real, lo
cual desencadena que el comportamiento del modelo simpli cado di era notablemente
respecto al modelo real.

» Seleccon errada de paametros: Generalmente los modelos requieren del conoci-
miento de valores de condiciones iniciales del modelo; constantes fsicas, dimensiones,
condiciones ambientales, entre otros, ejempli can algunos tipos de pamametros que pue-
den ser requeridos para el uso de modelos. Una errada seleccon de paametros ocasiona
gue, a pesar de usar el tipo correcto de modelo, el modelo no re eje el comportamiento
real del sistema.

= Factores no modelados: Correspondientes con caractersticas y condiciones del mo-
delo que no fueron consideradas dentro de la de nicon de los modelos y que, ines-
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peradamente, afectan el comportamiento medido del sistema: in uencia de agentes
externos, cambios internos en el sistema debidos a factores no modelados (aleatorios o
determinsticos), condiciones iniciales desconocidas, etc.

Dadas las dimensiones, modo de operacon, la constante intervencon de los operarios en
el monitoreo y ajuste de la operacon del sistema, cambios no predecibles en la calcina a la
entrada del horno, desconocimiento de algunos palametros necesarios para el establecimiento
de modelos detallado del horno y de las reacciones fsicas, qumicas, ekctricas y ermicas que

intervienen en el proceso productivo, no es posible considerar la exploracon de estrategias
deFDI basada en modelos para la deteccon y aislamiento de fallos en termopares del horno.

1.6. Aproximaciones Basadas en Conocimiento

Los netodos basados en el conocimiento no requieren del modelo matematico descriptivo
del sistema a estudiar, sino que analizan la informacon hisbrica de fallos previamente iden-
ti cados y la combinan con conocimiento experto mediante un motor de inferencia difusa,
como en el modelo mostrado en la gurd-10, para determinar la existencia y clasi cacon

de nuevos fallos, permitiendo un mejor diagrosticos de las fallas a medida que el sistema
aprende de las entradas que recibe.[21] [22]

Dado que no se basa en un modelamiento matematico descriptivo del proceso, permite un
diagrostico mas simple en sistemas no lineales.

El motor de inferencia recibe los valores medidos y, a partir de una base de conocimiento y
una base de reglas determinadas por expertos, realiza el razonamiento que es ledo por un
inerprete para generar los residuos que sean sometidos a los criterios de decisbn internos.
Las alarmas generadas son presentadas a los usuarios para queestos indiquen al sistema de
bgica difusa si la alarma corresponde a una falla real.

Una de las aplicaciones tempranas de la bgica difusa en la toma de decisiones fue expuesta
por Zadeh en 1982 [23] donde se establecieron tratamientos para la falta de precison y eventos
difusos. A partir de este referente se han generado diferentes desarrollos para dar solucon a
problemas en sistemas de control. El sistema aprende y mejora con base en la realimentacon
del usuario a la base de conocimiento y las modi caciones en la base de reglas por parte de
los expertos. Esto hace que su planteamiento inicial, as como su mantenimiento, dependan
en gran medida del conocimiento y la interaccon con los expertos, hacendolo altamente
sensible a la calidad de los aportes generados por los expertos.
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Figura 1-10 : Diagrama de ujo de aproximaciones basadas en conocimiento

En 2018, Rajaet. al [24] emplearon bgica difusa para la deteccon y clasi cacon de fa-

llas en nodos de sensores distribudos espacialmente. Estos hodos no son necesariamente
homogeneos y pueden estar sometidos a condiciones ambientales adversas. Fallas externas
tales como agotamiento de la batera, fallas en la red de comunicaciones, entre otras, son
condiciones posibles en esta clase de escenarios. Por tal razn los autores crean una estrate-
gia basada en bgica difusa y un esquema de geston de recursos donde los diferentes nodos
son clasi cados de acuerdo con sus funciones y se emplea la comunicacon con nodos vecinos
para determinar el estado y potencial falla (microcontrolador, batera, comunicaciones, etc.).
Con base en la informacbn recolectada, el sistema determina la mejor accon de ajuste para
el funcionamiento del sistema distribudo.

En 2018, He et al. [25] utilizaron la metodologa de inferencia BRBBglief-Ruled-Based
[26] para describir el diagrostico de falla del sensor en £rminos de las caractersticas del
sensor como parte de una red distribuda y posteriormente se describe la falla en erminos de
tiempo, causas y atributos. Para incrementar la precison del modelo, se emplea un algoritmo
de adaptacon de matriz de covarianza para optimizar los pamametros iniciales del modelo
propuesto.
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En 2019, Yuan et al. [27] combinaron la minera de reglas de asociacon y la inteligencia
arti cial para la seleccon de reglas en sistemas aubnomos de parqueo. A partir del modela-
miento de datos del proceso de estacionamiento de vehculos, se asignaron atributos difusos
simhplicos con base en las caractersticas de cada proceso de parqueo, similar al proceso cog-
nitivo que sucede con las personas, donde las distancias y pasos no se miden nunericamente
sino de manera cualitativa. Una vez recolectada la informacon de nultiples ejercicios, se es-
tablecieron criterios de tolerancia entre los requisitos de cada caso y las acciones necesarias
para cumplir cada tarea del proceso de estacionamiento. El algoritmo compara los datos de
los diferentes ejercicios y establece reglas para el estacionamiento aubnomo.

En el ano 2019, Maciokt. al [28] patentaron un algoritmo para minimizar el costo de la
adquisicon de datos para la conformacon de la base de conocimiento del sistema basado
en reglas. El trabajo realizado permite evaluaa priori el costo de adquisicon de datos
para un sistema, lo cual constituye una herramienta estratgica desde el punto de vista de
inteligencia de negocios. El objetivo del algoritmo es reducir los costos asociados al personal
especializado requerido para la construccon de la base de conocimiento.

La base de conocimiento de un sistema basado en reglas es constantemente modicada
por la persona con quien este interactia, de ah la importancia que sea un experto quien
genere la base de conocimiento. Sin embargo, es difcil establecer reglas para sistemas de
alta complejidad dado que una falla particular podra tener nultiples causas y nultiples
implicaciones, di cultando el establecimiento de reglas claras de decison.

1.7. Aproximaciones Basadas en Datos (Data-Driven)

Las aproximaciones basadas en datos se cimientan en los modeloMdehine Learning y

redes neuronalesNeural Network9. Resultan especialmente utiles cuando los modelos de
los sistemas suponen una carga computacional elevada o el modelo es demasiado complejo
para ser de nido de manera analtica.

A diferencia de aproximaciones basadas en conocimiento, las aproximaciones basadas en da-
tos se diferencian en que estas no dependen del establecimiento y mantenimiento de una
base de reglas de decison, por lo que se reduce la dependencia constante de un experto en el
mantenimiento de dichas bases. Un model@ata-Driven puede entrenarse unaunica vez vy,

si el entrenamiento se realiza apropiadamente, el modelo puede operar de manera aubnoma
hasta que ocurra un cambio sustancial en la planta. Los modelos Machine Learning se

clasi can en supervisados y no supervisados, a continuacon se realiza una breve introduccon
de estos dos tipos de modelo.
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1.7.1. Aprendizaje no supervisado

Los modelos no supervisados se basan en la reduccon de dimensionalidad de la informacon
de entrada y, con base en metricas, establecen gruposlasters' de forma que los elementos
dentro de cada cluster sean lo mas similares entre s y cadauster sea lo mas diferente
posible a los denas.

Uno de los modelos nmas comunes ddachine Learning no supervisado es ef-means|[29],
gue se basa en medir iterativamente la distancia Euclidiana entre los elementos a clasi car y
los centroides de lok clusters hasta encontrar la agrupacon con la mnima distancia entre
los miembros de un mismeluster, conservando la maxima distancia entre los centroides de
cada cluster. La gural-11 muestra un ejemplo del uso del modelomeansen un conjunto

de datos generado aleatoriamente.

Figura 1-11 : Ejemplo de clustering usandd-means

1.7.2. Aprendizaje supervisado

Los modelos deMachine Learning supervisados se basan en el uso de un modelo estadstico
gue produce una o varias salidas denominadas etiquetadabels a partir de netricas de
entrada denominadadeatures o paametros, como se muestra en la gurd-12.

Figura 1-12 : Diagrama de ujo de un modelo deMachine Learning

LConjunto de observaciones o datos similares entre s e identi cados con una misma etiqueta.
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Los modelos deMachine Learning supervisados pueden desarrollar tareas de regreson o
clasi cacon. En las tareas de regreson se busca predecir el valor de una o nmas variables de
salida (labelg a partir de los features de entrada, mientras que en las tareas de clasi cacon

se busca establecer la pertenencia de una observacon (caracterizada por su correspondiente
conjunto de features) a un rumero nito de categoras de nidas durante el entrenamiento

del modelo, entendiendo que se de nen dos o nas posibles categoras.

La cantidad de categoras en un modelo de clasi cacbn se establece en funcon de la tarea
a desarrollar. Los modelos de clasi cacon pueden aplicarse en una diversa gama de campos
y con mnultiples propositos, como se muestra en los ejemplos listados a continuacon:

» Clasi cacon de hongos entre comestibles y venenosos con base en caractersticas -
sioromicas y del entorno en que se encuentran. [30]

= Clasi cacon de tipos de accidentes cerebrovasculares a partir de inagenes de tomo-
grafa computarizada. [31]

= Deteccon de sitios web dephishing con base en el contenido de la mgina web e
informacon del navegador. [32]

» Clasi cacon de poemas con base en caractersticas del lenguaje utilizado en el texto.
[33]

= Clasi cacon de tipos fallos por deriva en sensores a partir de netricas derivadas de la
sefal entregada por el sensor. [34]

Los ejemplos listados previamente no abarcan la totalidad de campos y aplicaciones de los
modelos de aprendizaje supervisado déachine Learning Estos ejemplos permiten hacerse
una idea de la variedad de diferentes netricas que pueden emplearse cdeaiures para
entrenar un modelo deMachine Learning Sin embargo, no toda netrica es apropiada para

el entrenamiento de un modelo, as como tampoco se puede garantizar que todo modelo en-
trenado confeatures derivados de las observaciones de entrada va a clasi car acertadamente
dichas observaciones.

El proceso a seguir para obtener un modelo supervisado Machine Learning se presenta
en la gura 1-13.



1.7 Aproximaciones Basadas en Dato®ata-Driven) 25

Figura 1-13 : Diagrama de ujo para la obtencon de un modelo deMachine Learning de
aprendizaje supervisado

En la parte izquierda de la gural-13 se muestran 3 subprocesos que se articulan para poder
obtener los 3 elementos principales del proceso, el modelo sin entrenar (azul) féasures
(amarillo) y los labels (purpura).

1.7.2.1. Establecimiento de labels y features

Los labelspueden establecerse manualmente con base en el conocimiento previo que se tenga
sobre el conjunto de datosdatasef, emplear criterios heursticos o0 modelos de aprendizaje

no supervisado, entre otros. La asociacon dabelsy observaciones es clave para el estable-
cimiento de una Inea base que de soporte al entrenamiento de modelos. En la Inea base
se incluyen, adenas de las observaciones y ladbels las relaciones de las variables y sus
transformaciones con las categoras establecidas, aproximaciones heursticas a soluciones al
problema a resolver, resultados previos de aproximaciones a una solucon y toda informacon
gue permita establecer un marco de referencia contra el cual comparar cualquier solucon
gue se desarrolle.

Los labelsdeben ser establecidos para los modelos de clasi cacon, ya que en los modelos de
regreson la salida del modelo es la o las variables cuyo valor se desea predecir.

La generacbon manual de etiquetas para una Inea base requiere de una persona capacitada
en el caso de estudio para juzgar cada observacon y determinar la etiqueta que corresponde
en cada caso. Una vez establecida una Inea base, este conjunto de observaciones y etiquetas
puede ser utilizado para evaluar tantas aproximaciones a una solucon como se desee, siempre
y cuando se garantice no modi car la Inea base.

Una vez establecidas las etiquetas, realiza un Aralisis Exploratorio de Dato&A por sus
siglas en ingks) para caracterizar las variables que componen el conjunto de datos e iden-
ti car relaciones entre las diferentes variables de entrada y salida del caso de estudio. En
un EDA se pueden emplear herramientas heursticas, estadsticas, agrupaciones, visualiza-
ciones, transformaciones, entre otras que se consideren oportunas para entender los datos e
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identi car netricas de intees.

Existen casos en los que no se tienen previamente establecidas las categoras a utilizar para
clasi car las observaciones. En estos casos resulta de especial intees apoyarse en netodos
no supervisados, reglas heursticas, netodos estadsticos, etc, para establecer categoras que
se puedan emplear para etiquetar el conjunto de datos. En estos casos se debe realizar con
mayor detenimiento elEDA para establecer las caractersticas, similitudes y diferencias en-
tre las diferentes categoras y anticipar posibles problemas que pueda enfrentar el modelo
de clasi cacon. Dentro de los problemas nmas comunes en esta clase de escenarios se puede
mencionar la di cultad de realizar una clasi cacon acertada si dos o0 mas clases presentan
pocas diferencias entre s.

Dependiendo del modelo a entrenar, puede ser necesario realizar transformaciones a los
features para garantizar que el modelo puede operar los paametros seleccionados. Algunas
transformaciones comunes en el establecimiento de features incluyen, pero no se limitan a:

= Normalizacon:  Transformacon en la que se emplean los valores maximo, mnimo,
media y varianza de un conjunto de datos conocidos para transformar dicho conjunto
de forma que el resultado transformado se encuentre dentro de un rango deseado, nor-
malmente [Q1] o[ 1;1], junto a otros efectos estadsticos deseables como la uni cacon
de las medidas de media y varianza del conjunto de datos.

» Codicacon: Transformacon en la que a cada uno de los posibles valores de una
variable categrica se le reemplaza por un rumero equivalente. La variable transfor-
mada sel una variable nurrerica comn valores posibles que corresponden en posicon
con las categoras originales.

= One-hot encoding : Transformacon empleada para el tratamiento de variables ca-
tegoricas, en la que unaunica variable categorica con un rumero niton de posibles
valores es reemplazada por un rumero de variables discretas booleanas mutuamente
excluyentes, una variableone-hot por cada uno de los posibles valores de la variable
original.

» Eliminacon de valor medio: Tranformacon aplicable a variables nurrericas, en
las que a cada valor del conjunto de datos se le resta el valor medio del conjunto de
datos. Esta transformacon se emplea con Ineas de tiempo y es altamente sensible a
la existencia de valores extremos que puedan introducir sesgo en la media.

Uno de los objetivos de estas transformaciones es reducir el riesgo de que el modelo entrena-
do genere sesgos en los paametros de entrenamiento que puedan desbalancear la incidencia
de losfeaturesen el alculo de la variable de salida.
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1.7.2.2. Seleccon del modelo

A partir de un EDA riguroso se pueden establecer variables, agrupaciones, transformaciones,
entre otros, que muestren relaciones bgicas con las categoras o el valor de las variables de
salida del caso de estudio. Dependiendo de las caractersticas del caso se estudio se puede
seleccionar un grupo de modelos déachine Learning que se ajustan mejor al tipo de tarea

a desarrollar, as como se pueden descartar aquellos modelos que no son adecuados para el
caso de estudio que se ese analizando.

En general, los modelos de aprendizaje supervisado Machine Learning se basan en el
uso de relaciones matenmaticas, estadsticas, probabilsticas, transformaciones, reglas de de-
cison, etc. para estimar el valor de la variable dependiente con base en features Cada
modelo tiene su propio modo de manipular las entradas para estimar salidas, por lo que,
independientemente del modelo, la obtencon de un modelo entrenado apropiado para la
tarea establecida (regreson o clasi cacon) depende de un acertado proceso de seleccon de
modelo yfeatures

En elambito de Machine Learning no suele haber ununico modelo viable para realizar
una tarea. Es conmun encontrar casos en los que existe mas de un modelo con capacidad
de desarrollar la tarea establecida; una aproximacon para seleccionar el mejor modelo es
entrenar los diferentes modelos considerados elegibles y establecer una o mas netricas para
comparar y determinar el modelo cuyos resultados satisfacen en mayor medida los objetivos
del caso de estudio. Algunos modelos tachine Learning se mencionan a continuacon. [35]

Regresor lineal: Es un modelo simple de regresor que basa en la existencia de una relacon
lineal entre losfeaturesy la salida, como se muestra en la ecuacon (3).

Y= o+ 1 X1+ 2Xo+ i+ X+ (3)
Donde:

» Y: Variable dependiente o variable de salida
= X;: Variables independientes, regresorasfeatures del modelo.
= ;: Pammetros del modelo.

= : ajuste error y agrupa diferentes factores cuya in uencia en el modelo no se relaciona
directamente con las variables regresoras.
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El regresor lineal requiere de la existencia de correlacon entre las variables regresoras y la
variable dependiente. De otro modo, el modelo no poda estimar correctamente la variable
dependiente.

Clasi cador Bayesiano: Modelo de clasi cador que se basa en la nocon de que los atributos
gue determinan la categora a la que pertenece una observacon son mutuamente indepen-
dientes, de forma que el modelo de probabilidad de pertenencia de unabservacon a una
iesima clase se puede expresar como el producto de las probabilidades condicionales de los
n atributos que la caracterizan, siguiendo el modelo mostrado en la ecuacon (4).

Y
P(xjc)=  P(xjjc) (4)
j=1
El clasi cador compara la probabilidad de que la muestra pertenezca a cada una de las
clases y la etiqueta con la categora para la que haya obtenido la mayor probabilidad.

Este modelo requiere de pocas muestras para su entrenamiento y es robusto ante datos
faltantes. Sin embargo, suelen ser inexactos debido a la suposicon de la mutua independen-
cia de los atributos, por lo que se le suele llamar clasi cador ingenudgive Bayes Classi e).

Arboles de decison: Este modelo de clasi cador se basa en el establecimiento reglas de
decison para cada paametro del modelo de clasi cacon hasta la etiqueta que se considera
mas probable. Unarbol de decison se puede ver como en el esquema de la gdrd4, donde
cada bloque de decison se tiene un criterio diferente y cada decison puede llevar a un nuevo
bloque de decisbon 0 a una clasi cacon, representada como una hoja.

Figura 1-14 : Esquema dearbol de decisbn
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Este tipo de modelos resaltan por la facilidad con que se pueden entender, adenmas de su
capacidad para trabajar tanto con variables cualitativas como cuantitativas. Estos modelos
son proclives a un feromeno llamado sobreajusteaver tting que consiste en la incapacidad

del modelo para predecir adecuadamente la respuesta a datos diferentes a los usados durante
el entrenamiento, esto sucede debido a la sobresimpli cacon que pueden suponer algunos
criterios de decison, .

En el desarrollo del captulo 7 se abordan la estructura y funcionamiento de los modelos de
Machine Learning que resultan de especial intees para el desarrollo del presente trabajo.

1.7.2.3. Entrenamiento del modelo

Se conoce como entrenamiento élachine Learning al proceso de alimentar un modelo con

un gran volumen de datos, caracterizados mediante sus correspondieriegadures y labels

para que este ajuste sus paametros internos y pueda llevar a cabo la tarea para la que
se entrena [36]. A medida que un modelo recibe datos de entrenamiento va ajustando sus
paametros internos de manera progresiva, por lo que es se aconseja que el conjunto de datos
de entrenamiento sea tan numeroso como sea posible.

El entrenamiento exitoso de un modelo depende de un meticuloso proceso de diseno y se-
leccon del dataseto conjunto de datos. Se aconseja optar péeatures que guarden relacon

con la salida que se espera en el modelo. Se pueden emplear diversas ecnicBPAepara
identi car y, de ser necesario, transformar logeatures que presenten las relaciones nmas es-
trechas con las salidas esperadas. @tasetdebe dividirse en dos conjuntos: entrenamiento

y validacon, considerando que para el entrenamiento del modelo se deben usar tantas ob-
servaciones como sea posible. Se aconseja que el tamandataket de entrenamiento sea
considerablemente mayor que el de validacon, algunas proporciones utilizadas para porcen-
tajes de datos de entrenamiento y validacon son 70/30 y 80/20. [37]

Adenas de la proporcon, se debe cuidar el balance en los datos de entrenamiento y valida-
con. Un datasetbalanceado es aquel que tiene la misma cantidad de registros para cada una
de las categoras en que poda clasi car los datos el modelo. UWtatasetdesbalanceado puede
sesgar el modelo y hacer que este clasi que eroneamente los datos que se le suministren. [38]

Cuando se dispone de udatasetsu cientemente grande, el entrenamiento se puede realizar
mediante la ecnica dehold-out en la cual se separan los datos de validacon se separan de los
de entrenamiento, de forma que la validacon se realice con datos que sea totalmente nuevos
para el modelo.
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En caso que no se cuente con wiatasetnumeroso para el entrenamiento de modelos, existen
alternativas para el entrenamiento cordatasets pequefos. Una de las nmas comunes es el
entrenamiento de modelos usando la metodologk-folds [39] donde se utiliza repetidas
veces el mismalataset para realizar el entrenamiento y validacon, cambiando en cad@ald

las muestras utilizadas para entrenamiento y validacon como lo muestra la gurd-15. Los
resultados de cada proceso individual de entrenamiento y validacofo(d) se pueden sumar

y promediar para obtener un equivalente a ununico proceso de entrenamiento, o se pueden
estudiar individualmente, segun criterio de quien realice el proceso.

Figura 1-15 : Esquema de divisbn de datos en entrenamiente-folds

Cuando el problema radica en el balance del dataset, se pueden emplear diferentes estrategias.
A continuacon se presentan algunas:

Tratamiento de datasets desbalanceados: Existen casos en los que se pueda ser inevi-
table tener datasetsdesbalanceados, este escenario es conun, por ejemplo, en problemas de
deteccon de fraude en transacciones bancarias como los presentados por Aletfal [40] y
Suhaset. al [41], donde la proporcon de observaciones con el feromeno de intees fue menor
al 1% en ambos casos.

Tres soluciones que se pueden implementar para manejar un dataset desbalanceado se men-
cionan a continuacon:

= Submuestreo: Realizar un muestreo aleatorio de los datos pertenecientes a la ca-
tegora con mayor rumero de ocurrencias, de forma que se equilibren Idataset de
entrenamiento y validacon. Esta solucon induce riesgos asociados a la perdida de
informacon del conjunto submuestreado y al uso ddatasetscon pocos elementos.
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= Sobremuestreo: Consiste en anadir copias de la clase minoritaria dhtaset Esta
aproximacon puede inducir a errores de clasi cacon de la clase minoritaria debido a
gue el modelo puede memorizar las caractersticas de las observaciones repetidas en
lugar de ajustarse para detectar similitudes.

= Muestras sineticas:  Utilizacon de algoritmos de interpolacon como el SMOTE
[42] para generar muestras sineticas de la clase minoritaria. La efectividad de esta
estrategia depende de la cantidad y calidad de las muestras disponibles en ambas
clases.

Sumngase, por ejemplo, que se quiere entrenar un modelo para determinar si una imagen
corresponde a un trangulo o a un cuadrado. Dependiendo del modelo yddtaset de en-
trenamiento, se pueden producir tres posibles escenarios en la capacidad del modelo para
generalizar las caractersticas de los datos de entrenamiento, dicha capacidad se conoce como
el ajuste del modelo y el proceso mediante el cual se produce el ajuste se conoce como apren-
dizaje. Los tres posibles tipos de ajuste que se pueden presentar se enumeran a continuacon:

1. subajuste o undertting : Sucede cuando el modelo entrenado no es capaz de ge-
neralizar las caractersticas de la tarea de clasi cacon o regreson segin el caso, im-
pidiendo que el modelo procese acertadamente nuevas entradas. El subajuste de un
modelo puede tener diversas causas, entre las que se pueden encontrar: [43]

= Se emplearon muy pocas muestras para entrenar el modelo.

» Losfeaturesseleccionados no contienen informacon su ciente para que el modelo
aprenda a realizar su tarea.

= Las clases a la salida del modelo no presentan su cientes diferencias entre si, por
lo que el modelo no es capaz de determinar claramente la pertenencia de una
muestra a una u otra clase.

En la gura 1-16 se muestra un caso dander tting de modelo ocasionado porque las
muestras deldataset de entrenamiento no contienen su cientes observaciones de los
tipos de entradas que corresponden a trangulos.
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Figura 1-16 : Esquema de ejemplo de caso deder tting

2. sobreajuste u overtting : El polo opuesto alunder tting sucede cuando el mo-
delo se ajusta demasiado a ciertos tipos de asociacteature-label En estos casos se
dice que el modelo memoriza en lugar de aprender debido a que solamente predice
la salida esperada ante datos de las mismas caractersticas que los datos usados en
el entrenamiento, como en el ejemplo de la gurd-17 donde el modelo se entrena
para reconocer como trangulos solamente aquellos de color rojo y azul; al mostrarle al
modelo un trangulo verde en la etapa de validacon, este no es capaz de reconocerlo
como trangulo y predice unlabel de 0 en lugar de un 1.

Figura 1-17 : Esquema de ejemplo de caso dwer tting

3. ajuste o tting : Este es el caso deseado posterior al entrenamiento de un modelo
de Machine Learning Esto sucede cuando el dataset de entrenamiento tiene la canti-
dad, variedad y calidad su ciente en logeatures como para que el modelo aprenda a
identi car los patrones en los datos de entrada en lugar de memorizar. Es decir que el
modelo entrenado va a ser capaz de reconocer e identi car correctamente los patrones
de intees, incluso en datos que el modelo no haya visto previamente, como en el caso
mostrado en la gura 1-18.
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Figura 1-18 : Esquema de ejemplo de caso diing

Se observa que en este caso el modelo es entrenado con variedad de colores y rotaciones
tanto de trangulos como de cuadrados. Al llegar a la etapa de validacon y mostrarle

al modelo dos guras con algunas caractersticas que no vistas en el entrenamiento,

el modelo que ha aprendido correctamente a diferenciar trangulos de cuadrados y es
capaz de etiquetar acertadamente cada gura.

1.7.2.4. Validacon del modelo

Una vez se entrena el modelo, se realiza un proceso de validacon para asegurarse de que el
modelo entrenado funciona para el propsito deseado. Se le entregan al modelo entrenado
los features del conjunto de validacon, se registran las salidas producidas por el modelo y
se comparan con losabelsde validacon. De la comparacon entre el valor predicho por el
modelo y el valor verdadero label de validacon) se tienen 4 posibles resultados, como se
muestra en la tablal-1 para el caso de urabel binario.

Nombre Abreviatura Prediccon Valor real
Verdadero Positivo VP 1 1
Falso Negativo FN 0 1
Verdadero Negativo VN 0 0
Falso Positivo FP 1 0

Tabla 1-1 : Resultados de matriz de confuson de dos categoras

A partir del conteo de los casos mostrados en la tablal se construye la matriz de confuson
del modelo, como la mostrada en la gurd-19, que presenta ga camente el resultado de
la validacon del modelo.
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Figura 1-19 : Estructura de matriz de confuson paralabel de 2 categoras

A partir de los conteos de la matriz de confusbn se construyen netricas de desempeno del
modelo, en las ecuaciones (5) a (7) se de nen tres de ellas.

— V
Sensibilidad = P VBT E EN (5)
Especificidad = P i Vh (6)
VN+ FP
P VP+ P VN
Precision= P P P P (7)

VP+ FN+ VN+ FP



2 ldenti cacon del problema

Con base en los conceptos y la estructura expuesta en el captulo 1, se identi ca una opor-
tunidad de intees en la manera en que se identi can fallos en los termopares del horno Inea
1, con lo que se acota la de nicon del problema.

2.1. Identi cacon del problema

El monitoreo del estado de la red de termopares alrededor del horno representa un elevado
coste logstico y operacional. La implementacon de un modelo de€DI para los termopares

del horno tiene el potencial de reducir la cantidad de tiempo que los operadores destinan al
monitoreo del estado de salud de los sensores, permitendoles enfocarse en los casos en que
el modelo identi que comportamientos aromalos en las senales.

Sin embargo, actualmente no se dispone de una Inea base de conocimiento respecto a estados
de normalidad o falla en los termopares del horno, por lo que se hace necesario establecer
dicha Inea base de forma que permita medir el desempeno de modelodB¢ enfocados

en detectar la existencia de fallos en la red de termopares. El establecimiento de una Inea
base con able de conocimiento se presenta como un hito para el desarrollo, evaluacon, com-
paracon y seleccon de modelos d&DI para los termopares del horno, por lo que se hace
necesario resolver este desafo antes de proponer un modeld-gs.



3 Objetivos

3.1. Objetivo General

Desarrollar un modelo basado en datos que permita identi car y aislar fallas en una red de
termopares mediante ecnicas basadas en datos.

3.2. Objetivos Espec cos

1. Caracterizar y preprocesar el conjunto de datos disponible para seleccionar variables
relevantes en el proceso deDI de la red de termopares.

2. Generar nretricas que permitan generar una Inea base de conocimiento para relacionar
variables del conjunto de datos con estados de falla de sensores en la red de termopares.

3. Disenar una metodologa que permita detectar y aislar fallas en la red de termopares
utilizando ecnicas basadas en datos.

4. Entrenar modelos basados en datos para detectar y aislar fallos en la red de termopares
y evaluar su precison.



4 Caracterizacon y preprocesamiento
del conjunto de datos

4.1. Metodologa

La primera fase de caracterizacon y preprocesamiento de los datos se realiza siguiendo el
proceso desarrollado por Camacho et. al [44].

El sistema de monitoreo registra perodicamente diferentes variables de la planta con una pe-
riodicidad de 15 minutos. Se registran 1,180 variables o TAGs etiquetadas cronobgicamente
desde el 30 de septiembre de 2015 hasta el 30 de septiembre de 2019, conformando un total
de 175,297 marcadores cronobgicos y 206'850,460 registros individuales. Las variables mo-
nitoreadas, algunas obtenidas directamente de sensores y otras mediante @lculos, incluyen
categoras como:

= Distancia entre pares de elementos.
= Flujo de calor.

» Flujo de agua.

= Intensidad de corriente.

» Masa transferida entre dos puntos.
= Modo de operacon de sistemas.

= Potencia.

= Preson.

= Temperatura.

= Tenson.

= Velocidad.
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De las 1,180 variables del sistema solamente una de ellas es de tipo categrico. Esta varia-
ble muestra instantes de tiempo en los que hubo fallas de comunicacon y, adicionalmente,
muestra el modo de control de la potencia ekctrica en los electrodos, el cual puede estar en
modo manual o automatico. Esta variable es codi cada mediantene-hot encodingen una
variable binaria con valor O para el modo manual, valor 1 para el modo autoratico o0 modo
SAAE y null para los instantes de tiempo en que se registo falla de comunicacon.

El proceso de limpieza de datos desarrollado se compone de 7 etapas, listadas a continua-
con y representadas en la gura4-1. Las variables que cumplen 1 o nas condiciones de las
listadas a continuacbn se eliminan del dataset.

Figura 4-1 : Diagrama de ujo de proceso de limpieza de datos

1. TAGs duplicados: Variables duplicadas o con informacon redundante. Esto se realiza
comparando las variables entre si e identi cando aquellas cuyos valores son exactamente
iguales en todos sus registros. Se conserva unaunica variable de las identi cadas como
duplicadas.

2. Valores vacos o null:  Variables cuyo porcentaje de valores vacos sea superior al
0.98 respecto al total de las observaciones disponibles.

3. Variables estticas: Variables que almacenan ununico valor y este no cambia en
ningun instante de tiempo.

4. Variable categrica: La traduccon de la variable categrica da lugar a instantes de
tiempo en que se sabe que las medidas almacenadas no son ciertas, dado que se conoce
la existencia de errores de comunicacon. Los registros marcados como no con ables
por fallas de comunicacon son considerados como valorad| y se aplica nuevamente
el criterio de valores vacos.

5. Temperaturas negativas: Valores de temperatura negativos no corresponden con
el funcionamiento del termopar ni con estados de falla en el sensor, sino que pueden
deberse a fallas de comunicacon e interpretacon de la informacon proveniente de los
sistemas de adquisicon de datos.
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6. Alta varianza: Se asume, segun informacon de manuales de operacon los valores
normales, valores de alarma y valores extremos de las senales. Los valores por fuera de
estos rangos, mas una tolerancia del 10 % respecto a los valores extremos son eliminados
del conjunto de datos.

7. Varianza cero: Variables con un porcentaje de datos con varianza cero son eliminadas
del dataset.

Posterior a la eliminacon de las variables identi cadas como candidatas por su baja calidad
de informacon, se cambia el formato de las variables almacenadas de rumero en punto
otante de 64 bits a rumero de punto otante de 32 bits por limitaciones del sistema de
captura de datos.

4.2. Resultados y discuson

El proceso de limpieza de datos permite la identi cacon de variables que cumplen con los
criterios de baja calidad de datos listados. La tabld-1 muestra la progreson de la reduccon
del tamano del dataset a medida que se identi can variables con baja calidad de informacon.

TAGs TAGs despes
Etapa Proceso .

Identi cados de lItro
0 Dataset crudo - 1,180
1 TAGs Duplicados 76 1,104
2 Valores vacos o null 2 1,102
3 Variables estticas 60 1,042
4 Variable categrica 5 1,037
5 Temperaturas negativas 74 963
6 Alta varianza 97 866
7 Varianza cero 22 844

Tabla 4-1 : Proceso de eliminacon de TAGs en dataset original con base en los criterios de
calidad de nidos.
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Las variables se clasi caron de acuerdo con su participacon en el proceso. Se crearon tres
categoras principales:

» Entrada:
1. Flujo de agua hacia lo$’late Coolersy Wa e Coolers .
Temperatura de agua desples de enfrid?late Coolersy Wa e Coolers .
Altura de la pila de calcina.
Composicon gumica de la calcina.
Flujo de calcina al horno.

Temperatura de la calcina.

N o o bk~ b

Temperatura de lquidos de la calcina.

= Operacon:

1. Carga de calcina en el centro del horno.
Carga de calcina en el semicentro del horno.
Carga de calcina en la parte lateral del horno.
Tenson de los electrodos.

Corriente de los electrodos.
Potencia de los electrodos.

Impedancia de los electrodos.

© N o o s~ WD

Posicon de los electrodos.

= Salida:

1. Composicon qumica del metal.
Composicon qumica de la escoria.
Expason radial del horno.
Expanson vertical del horno.
Temperatura de la escoria.
Temperatura de metal.

Temperatura encima del centro del horno.

© N o o~ WD

Temperaturas deWa e Coolers .
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9. Temperaturas dePlate Coolers
10. Temperatura de pared superior.

11. Flujos de calor en lo$late Coolersy Wa e Coolers .

El proceso de Itrado de datos permite la identi cacon y eliminacon de un total de 340
TAGs. De los restantes 844 TAGs se conservan unicamente los TAGs de temperatura de
Wa e Coolers y Plate Coolerscon el n de estudiar y comprender en detalle las relaciones
gue se puedan identi car entre dichas variables y que permitan establecer un modelo para
identi car fallos en los sensores que miden dichas temperaturas.

Se tiene en total 322 TAGs correspondientes a temperaturas d¢a e Coolers y Plate
Coolers repartidos como se muestra en la tabld-2.

Tipo de panel | TAGs
Plate Cooler A 37
Plate Cooler B 34
Plate Cooler C 36
Plate Cooler D 72
Wa e Cooler 143
Total 322

Tabla 4-2 : Conteo y dristribucon de TAGs de temperatura deWa e Coolers y Plate Co-
olers



5 Generacon de netricas

La correlacon es una medida estadstica que indica si existe una relacon lineal entre dos
variables de intees. El resultado de la correlacon es un valor nunerico cuya magnitud se
encuentra entre -1 y 1, donde una correlacon con valor 1 indica una relacon de linealidad
directa entre las variables y una correlacon de -1 indica que la relacon de linealidad es
inversa. Una correlacon de O indica que no existe relacon directa ni inversa entre las dos
variables estudiadas. La correlacon entre dos variables se calcula mediante la ecuacon (8):

P
[(xi >2<)(¥; y)] : (8)
i X) i )

r= pp

Dondex; ey; representan cada uno de los valores de las variableg y respectivamente, y
X ey representan los valores medios deey respectivamente.

Una matriz de correlacon es la representacon de la medida de correlacon entre dos o nas
variables de intees, donde tanto las como columnas representan cada una de las variables
estudiadas y en el cruce la columna] con la la [m] se muestra la correlacon entre dichas
variables. Dos aspectos importantes de las matrices de correlacon:

» La diagonal principal de la matriz de correlacon, donde se cruzan la la y columna
[n] muestra la correlacon de una variable consigo misma, la cual siempre da como
resultado el valor 1.

= El valor de correlacon de la la [n] con la columna [m] es el mismo que el de la la
[m] con la columna [n], lo cual se puede deducir de la ecuacon (4).

La gura 5-1 muestra la matriz de correlacon (izquierda) y una representacon de dicha
matriz de correlacon en un mapa de calor (derecha) para un conjunto deV8a e Coolers
consecutivos seleccionados aleatoriamente. Se empleo la totalidad de datos existentes en el
tiempo para el @lculo de la matriz de correlacon.
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Figura 5-1 : Ejemplo de matriz de correlacon (izq) y representacon en mapa de calor (der).

5.1. Uso de termopares cercanos como alternativa a
redundancia fsica

Dado que, salvo alguno$Va e Coolers, no existe mas de un termopar instalado en cada
panel, se busca encontrar medidas que ofrezcan tanta similitud como sea posible a la redun-
dancia fsica en los termopares del horno.

Para efectos del presente trabajo, se denominacindario a cualquier grupo de termopares
gue se estudian en conjunto.

5.1.1. Metodologa

La metodologa presentada en el presente aparte fue compartida inicialmente con Cerro
Matoso S.A a trawes del documento: informe de Actividad 2.6: Informe de correlacon y
Redundancia [45]. En el informe se presentan avances preliminares de la metodologa de-
sarrollada y se presentan las potenciales aplicaciones de la metodologa con la asociacon a
estados de falla en vecindarios de termopares.

Se calcula la matriz de correlacon en vecindarios conformados segun diferentes con gura-
ciones y se estudia el valor de la correlacon entre los miembros del grupo. Se estudian tres
con guraciones de agrupacon.

= Por posicon angular
= Por tipo y nivel de panel.

= Todos los paneles adyacentes a un panel central.
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Se estudia el comportamiento de la matriz de correlacon para diferentes grupos de termo-
pares cercanos. Se busca determinar el tipo de agrupacon de termopares que ofrezca la
correlacon nas alta entre todos los miembros del grupo, partiendo de la consideracon de
gue la correlacon entre una variable con sigo misma tiene valor 1, lo que se presentara en
una medida redundante de dos sensores.

Posteriormente se realiza un estudio de la capacidad de deteccon de cambios en la correla-
con entre las medidas de los termopares de un vecindario en ventanas de tiempo de diferente
ancho. Se presenta una comparacon de los resultados obtenidos al realizar un barrido de
paametros del ancho de ventana, con lo que se determinan anchos de ventana de intees
para el proyecto.

5.1.2. Vecindarios de paneles agrupados por posicon angular

Se inicia la exploracon agrupando todos lofPlate Coolersy Wa e Coolers en una misma
posicon angular. Como ejemplo se muestra el vecindario agrupado en la posicon 12 (letra
L) del cuadrante nor-oeste, este vecindario es tomado aleatoriamente y su ubicacon en el
horno se muestra ga camente en la gural-3, como se muestra en la guréb-2.

Figura 5-2 : Ubicacbon de paneles en posicon 12

La gura 5-3 se obtiene gra cando un extracto de los valores registrados para los paneles
existentes en la posicon angular 12. Se aprecia, en primera medida, similitud entre las
diferentes senales y suunica diferencia notable es el valor promedio (valor DC) de las senales.
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Figura 5-3 : Extracto de Inea de tiempo de paneles en la posicon angular 12

Al calcular la matriz de correlacon del vecindario bajo estudio, mostrada en la guré-4, se
encuentra que solo existe correlacon alta (cercana a 1) para paneles de un mismo tipo a pesar
de encontrarse situados en la misma o muy cercana posicon angular. Este comportamiento

se repite independiente de la posicon angular que se tome como punto de partida para
agrupar termopares cercanos en vertical.

Figura 5-4 : Matriz de correlacon de paneles en la posicon angular 12
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Esta primera agrupacon de vecindarios presenta, salvo la diagonal, solamente un valor cer-
cano a 1, correspondiente a la correlacon entre IdBlate Coolers de los niveles C y D.
Distribuciones y valores similares se identi caron para diversos vecindarios agrupados en
torno a una misma posicon angular en los 4 cuadrantes del horno.

Se contirua con el estudio de las con guraciones de agrupacon restantes para obtener re-
sultados de los tres casos propuestos.

5.1.3. Vecindarios de paneles agrupados por tipo y nivel de panel

En este segundo tipo de agrupacbn, se agrupan los termopares pertenecientes a un mismo
tipo y nivel. Se inicia analizando vecindarios dé&/a e Coolers y posteriormente se estudian
vecindarios conformados poPlate Coolersagrupados un nivel a la vez.

Para evaluar esta posibilidad se inicia gra cando las medidas de todos los termopares del
horno en un instante de tiempo aleatorio, separandolos por niveles. Para facilitar la visua-
lizacon, se gra can los datos sobre una geometra polar y se superponen sobre el esquema
de ubicacbn de paneles en el horno mostrado en la gutk3. Se le da el nombre de plot de
radar. La gura 5-5 muestra un plot de radar dePlate Coolersy la gura 5-6 muestra un

plot de radar deWa e Coolers .

Figura 5-5 : Plots de radar dePlate Coolers
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Figura 5-6 : Plots de radar deWa e Coolers

Se aprecia que las medidas de temperatura entre paneles cercanos de un mismo nivel pre-
sentan similar valor instanineo, salvo algunos valores puntuales que podran seutliers?.

Este comportamiento se observa tanto eRlate Coolerscomo enWa e Coolers en diversos
instantes de tiempo aleatorios empleados. En el caso particular de Wa e Coolers se ob-
serva que los paneles que tienen dos termopares (A y B) presentan, generalmente, similitud
en la medida obtenida de los dos sensores.

Con estos resultados preliminares se inicia el estudio de la conformacon de vecindarios por
tipo y nivel de panel.

5.1.3.1. Matrices de correlacon de Wa e Coolers

Se calcula la matriz de correlacon de todos lo#/a e Coolers en la pared del horno y se
visualiza en la gura5-7. Se identi ca la existencia tanto de zonas de alta correlacon (color
rojo) como zonas de correlacon cero y ligeramente menor a cero (colores blanco y azul tenue)
en torno a la diagonal principal de la matriz.

1Observacon inusual muy fuera del rango de valores esperado.
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Figura 5-7 : Matriz de correlacon de Wa e Coolers

Las zonas de alta correlacon alrededor de la diagonal principal sugieren la posibilidad de
emular redundancia fsica entre termopares considerando grupos fsicamente cercanos dentro
de un mismo nivel. Se centra la atencon en las zonas de baja correlacon para estudiar el
comportamiento de los datos en estas variables. Para ello se reduce el conjunto de datos a
una regon que contiene termopares de baja correlacon, como se muestra en la gu.
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Figura 5-8 : Acercamiento de matriz de correlacon déVa e Coolers

El vecindario de la gura5-8 se compone por log/a e Coolers entre las posiciones angulares

30 (Sur Oeste) y 50 (Sur Este), como se muestra en la gufa9. Se selecciona el primer
TAG o variable con baja correlacon, que corresponde &/a e Cooler 33 A, ubicado en la
posicon angular 33. Se seleccionan termopares fsicamente cercanos a este y se calculan 8
variables estadsticas descriptivas de las variables, los cuales se muestran en la goHED.
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Figura 5-9 : Wa e Coolers agrupados entre posiciones angulares 30 y 50

Se evidencia que el TAG de intees (412R127230A) presenta valores mnimos y naximos

por fuera de aquellos encontrados en su operacon normal. Especialmente la presencia de
valores negativos advierte que existe una anomala con los datos almacenados para esta
variable.

Figura 5-10 : Aralisis descriptivo de variables de vecindario alrededor dé&/a e Cooler 33
A

La presencia de valores extremos en los mnimos y maximos delate Cooler 33 A sugiere

la presencia de una anomala. Al comparar los valores cuartiles de las variables, se evidencia
gue sus valores son muy similares entre s, con una diferencia menor al 10% en todos los
casos. Al gra car los datos de las 5 variables en una Inea de tiempo, como se aprecia en la
gura 5-11, se identi ca que los valores extremos corresponden a un comportamiento desde
inicios de 2018.
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Figura 5-11 : Lnea de tiempo de variables alrededor d&/a e Cooler 33 A

Se calcula la matriz de correlacon en dos escalas de tiempo diferente, una incluyendo los
valores con fallos y otra recortando la Inea de tiempo de forma que no se incluyan los valores
con fallos. Los resultados se presentan en la guEal?2.

Figura 5-12 : Comparacon de matrices de correlacon de vecindario en torno &/a e Co-
oler 33 A

La correlacon del Wa e Cooler 33 A mejora notablemente considerando solamente los da-
tos previos a 2018, pasando de valores cercanos a 0 a valores cercanos a 1 en casi todos los
casos.

Se observa en la gurab-12 que la correlacon delWa e Cooler 34 A es, en comparacon,
apreciablemente menor que la de los demas miebros del vecindario que se est estudiando.
Al remitirnos a la gura 5-11, se observa que élVa e Cooler 34 A tiene un pico negativo
con valor de -250 C antes del inicio del ano 2017.
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Se realiza un experimento calculando las matrices de correlacon de los datos acotados hasta
antes del ano 2017 y se compara con los resultados obtenidos en la di® al acotar los
resultados hasta antes del ano 2018. Los resultados se muestran en la di8.

Figura 5-13 : Comparacon de matrices de correlacon de vecindario en torno &a e Co-
oler 33 A con Ineas de tiempo acotadas a 2017 y 2018

Se evidencia que la matriz de correlacon de los datos previos al ano 2017 presenta una
correlacon generalizada cercana a 1 en todos sus componentes. Comportamientos similares
se identi caron en diferentes vecindarios y escalas de tiempo donde, salvo la existencia de
feromenos como outliers, variables congeladas en un valor o feromenos transitorios, existe
una conexon entre valores altos de correlacon y similitud entre termopares agrupados en
vecindarios por tipo y nivel de panel.

Considerando el resultado mostrado, el uso de la correlacon en vecindarios de termopares
agrupados por tipo y nivel puede ayudar a detectar la presencia de fallos en un sensor par-
ticular, dado que bajo condiciones normales de operacon, las senales de Wse Coolers
cercanos guardan tal similitud que sus valores de correlacon son cercanos a 1.

5.1.3.2. Matriz de Correlacon de Plate Coolers

Los resultados obtenidos en 5.1.3.1 a sugieren que se podra esperar una medida alta de
correlacon entre vecindarios dePlate Coolersagrupados por nivel.

Se inicia calculando la matriz de correlacon de todos loBlate Coolers El resultado se
muestra en la gura5-14.
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Figura 5-14 : Matriz de correlacon Plate Coolers

A diferencia de lo evidenciado en la guré-7 de losWa e Coolers, y como se esperaba,
no se evidencia alta correlacon en torno a la diagonal principal. Por lo que se segmentan los

TAGs por nivel y se calcula la matriz de correlacon para cada nivel delate Coolers como
se muestra en la gura5-15.
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Figura 5-15 : Matriz de correlacon de Plate Coolerspor nivel

En las 4 matrices se observa que existe alta correlacon (color rojizo) en torno a la diagonal
principal de cada matriz.

Se estudia vecindario alrededor ddPlate Cooler 43 A. Al realizar un aralisis similar al
realizado en 5.1.3.1, se encuentra que la baja correlacon se debe feromenos como Valores
extremos, Variables ancladas y Comportamientos transitorios en el comportamiento de un
panel espec co, lo cual coincide con los comportamientos observados en 5.1.3.1 para los
Wa e Coolers .
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Se calcula la matriz de correlacon del vecindario con los valores sin ltrar, y luego se calcula
una segunda matriz de correlacon ltrando manualmente los valores extremos y los valores
anclados. El resultado se muestra en la gura-16.

Figura 5-16 : Comparacon de matrices de correlacon dé’late Coolersalrededor del panel
43 A con ltrado de datos

Se observa que, aralogo a lo observado para lé¢a e Coolers, a medida que se ltran
anomalas en las senales, se evidencian valores de correlacon altos para vecindarios de paneles
agrupados por tipo y nivel.

5.1.4. Vecindarios de paneles agrupados por adyacencia a un panel
central

Se seleccionan vecindarios agrupados en torno a un panel central, como se muestra en la

gura 5-17, donde se agrupan en color azul los termopares alrededor de un termopar central,

resaltado en color verde. En cada caso, se usan tantos termopares como vecinos adyacentes
se tengan disponibles.

Figura 5-17 : Ejemplo de vecindario de termopares adyacentes
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Se estudia un vecindario con ePlate Cooler 65 B como panel central. El vecindario lo
componen losPlate Coolers 64 A, 66 A, 65 B (central), 64 C y 66 C. La forma en que se
agrupa el vecindario estudiado es la misma que en la guEal7, cambiandounicamente la
posicon angular de los paneles agrupados. La gura-18 ilustra la posicon angular de los
vecindarios agrupados para el estudio de vecindario formado por temopares adyacentes.

Figura 5-18 : Posicon angular de vecindario de termopares adyacentes

Se calcula la matriz de correlacon de los termopares en el vecindario de adyacentes. El resul-
tado, mostrado en la gura5-19, muestra que la correlacon del panel central con los paneles
del nivel C es considerablemente mas baja que la correlacon con los paneles del nivel A.

Figura 5-19 : Matriz de correlacon de vecindario de termopares adyacentes






	Lista de Figuras
	Lista de tablas
	Introducción
	Estructura del documento
	La planta y el proceso
	Enfriamiento de las paredes laterales del horno
	Detección e identificación de fallos en termopares del horno

	Termopares
	Clasificación de fallos en termopares

	Detección y Aislamiento de Fallos (FDI)
	Aproximaciones Basadas en Modelos
	Aproximaciones Basadas en Conocimiento
	Aproximaciones Basadas en Datos (Data-Driven)
	Aprendizaje no supervisado
	Aprendizaje supervisado
	Establecimiento de labels y features
	Selección del modelo
	Entrenamiento del modelo
	Validación del modelo



	Identificación del problema
	Identificación del problema

	Objetivos
	Objetivo General
	Objetivos Específicos

	Caracterización y preprocesamiento del conjunto de datos
	Metodología
	Resultados y discusión

	Generación de métricas
	Uso de termopares cercanos como alternativa a redundancia física
	Metodología
	Vecindarios de paneles agrupados por posición angular
	Vecindarios de paneles agrupados por tipo y nivel de panel
	Matrices de correlación de Waffle Coolers
	Matriz de Correlación de Plate Coolers

	Vecindarios de paneles agrupados por adyacencia a un panel central
	Resultados y discusión

	Análisis en ventanas de tiempo
	Metodología
	Resultados y discusión

	Detección heurística de valores anclados en ventanas de tiempo
	Metodología
	Resultados y discusión

	Detección heurística de outliers
	Metodología
	Resultados y discusión

	Función de Distribución Acumulativa (CDF) y presencia de fallos
	Metodología
	Resultados y discusión
	Distancia entre CDFs para termopares del horno

	Selección de métricas
	Establecimiento de línea base
	Metodología
	Resultados y discusión


	Diseño de metodología de FDI
	Selección de modelos de Machine Learning
	Bosque Aleatorio (Random Forest)
	Redes Neuronales (Neural Networks)
	Support Vector Machines (SVM)
	Extreme Gradient Boosting (XGboost)

	Selección de arquitectura y modo de entrenamiento
	Selección de ancho de ventana de tiempo
	Diseño experimental

	Entrenamiento de modelos
	Creación de datastets de features
	Metodología
	Resultados y discusión

	Creación de datastets de labels
	Metodología
	Resultado y discusión

	Ejecución de experimento fase 1
	Curvas de aprendizaje
	Metodología
	Resultados y discusión

	Ejecución de experimento fase 2
	Metodología
	Resultados y discusión

	Validación de modelos con datos de línea de tiempo completa
	Metodología
	Resultados y discusión

	Filtrado mediante contador up-down
	Metodología
	Resultados y discusión

	Aislamiento de termopar con fallo

	Bibliografía

