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Resumen 

En esta tesis de investigación se presenta el diseño de un modelo predictivo de recurso 

solar. Se desarrolla en etapas, hace uso de conceptos propios del tratamiento de datos 

históricos y sustenta su diseño en técnicas Machine Learning. Se describe el uso de gran 

variedad de técnicas Machine Learning en la predicción de recurso primario alrededor del 

mundo, se identifica sus fortalezas y retos. Luego, se sustentan criterios de selección de 

técnicas según su aplicación dentro de las etapas del modelo. Se elabora y muestra una 

síntesis del uso de estimación y predicción de recuso primario como elemento en la 

planeación de sistemas fotovoltaicos a corto, mediano y largo plazo. Finalmente se 

desarrolla el modelo y se proponen escenarios de simulación que se aplican al clima 

colombiano. 

El modelo presenta tres etapas en su diseño: agrupamiento-clasificación, estimación y 

respuesta. Con una revisión de la literatura para cada fase se sintetizaron las fortalezas en 

el tratamiento de datos y la aplicación de técnicas Machine Learning. Los criterios de 

selección evalúan el comportamiento de la técnica o técnicas según sea la etapa de 

aplicación. La escogencia de la base de datos donde se obtiene el histórico que hace de 

entrada al modelo pasa por ámbitos de aplicación y uso. 

La obtención de este modelo contribuye al desarrollo de una herramienta que aporta al 

proceso de planeación para la diversificación de la matriz energética colombiana, lo que 

hará posible que otros tipos de Fuentes No Convencionales de Energía Renovable, como 

la solar Fotovoltaica, sean actores en la canasta energética. 

Esta investigación aporta una herramienta en la estimación de potencial solar que puede 

usarse en la identificación de nichos geográficos específicos de desarrollo y muestra una 

visión de la importancia de los datos como elementos base en la toma de decisiones en 

planeación de fuentes de energía cuyo recurso primario es variable. 

Palabras clave: Machine Learning, Predicción, Radiación solar. 
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VIII Modelo de pronóstico de radiación solar basado en Machine Learning 

Abstract 

This thesis presents the design of predictive model using solar resource. It is developed in 

stages, makes use of own concepts of historical data processing and supports its design in 

Machine Learning techniques. The use of a wide variety of Machine Learning techniques 

in the prediction of primary resources around the world is described, their strengths and 

challenges are identified. Then, criteria of selection of techniques according to their 

application are supported within the stages of the model. A synthesis of the use of 

estimation and prediction of primary resource as an element in the planning of photovoltaic 

systems in the short, medium and long term is elaborated and shown. Finally, the model is 

developed and simulation scenarios are proposed that apply to the Colombian climate. 

The model has three stages in its design: grouping-classification, estimation and output. 

With a review of the literature for each phase, the strengths in data processing and the 

application of Machine Learning techniques were synthesized. The selection criteria 

evaluate the behavior of the technique or techniques according to the application stage. 

The choice of the database where the historical data that enters the model is obtained 

passes through areas of application and use. Obtaining this model contributes to the 

development of a tool that contributes to the planning process for the diversification of the 

Colombian energy matrix, which will make it possible for other types of Renewable Energy 

Sources, such as solar photovoltaic, to be actors in the Electrical Wholesale Market. 

This research provides a tool in the estimation of solar potential that can be used in the 

identification of specific geographic potential and this shows a vision of the importance of 

the data as base elements in the decision making in planning of energy resources whose 

primary resource is variable. 

Keywords: Machine Learning, Prediction, Solar radiation. 

Model of solar radiation forecast based on 
machine learning
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Introducción 

El aumento de la población mundial está directamente relacionado con la demanda 

energética que es cada vez mayor, las fuentes energéticas convencionales escasean y se 

busca nuevas formas de energía que entren a suplir el déficit [1]. Como alternativa de 

solución, se busca mayor promoción y utilización de fuentes energéticas ambientalmente 

sostenibles, es decir, FNCER. 

Dentro de este conjunto, se presenta la energía solar FV. Durante las últimas tres décadas, 

la utilización del sol como fuente para la producción de electricidad ha pasado de tener 

menos del 1 % de generación en 2010 a tener cerca del 5 % de generación eléctrica 

mundial en 2017 [2]. 

En los sistemas FV, la capacidad de generación de electricidad solar está estrechamente 

ligada a condiciones climáticas en la región donde se quiera implementar el sistema [3], 

[4]. Para estimar generación existen modelos de desempeño entre los que destaca: el 

modelo de desempeño Duffie & Beckman [5], modelo de desempeño King [6] y Modelo de 

desempeño Masters [7], los que demuestran la relación directa entre datos climáticos 

(radiación solar, temperatura ambiente, velocidad del viento) y la generación eléctrica de 

una instalación solar. Estos modelos son una primera aproximación de cálculo, pero no 

capturan en su totalidad el carácter variable y no lineal de la radiación [8], [9]. 
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Las fluctuaciones e intermitencias en los datos climáticos tienen una consecuencia en la 

producción de energía y el índice de desempeño de sistemas fotovoltaicos [10], por lo que 

se buscan soluciones que prevean y estimen estos cambios. 

Dentro de estas soluciones esta la predicción de recurso primario como elemento primario 

en el dimensionamiento de sistemas FV. Los modelos predictivos se centran en buscar 

relaciones y patrones de tendencia por medio del análisis y tratamiento de datos. 

Para desarrollar modelos predictivos se hace uso de modelos que pueden dividirse en dos 

grupos. Los primeros usan elementos de estadística clásica y los segundos usan 

elementos estocásticos: IA y ML [11], [12].  

Los modelos ML, derivan sus conceptos de la Inteligencia Artificial. Generalmente el 

modelo consta de tres etapas: agrupamiento, estimación y tratamiento de la desviación. A 

la entrada hace uso de técnicas que encuentren tendencias y agrupen patrones, el 

resultado de esta etapa se envía al predictor que se encarga de estimar valores numéricos 

para finalmente compararlos con los valores medidos.  

Para aplicaciones de ML en predicción de recurso solar primario, el número de etapas 

cambia. Debido a la variabilidad del clima y la dependencia de datos climáticos con la 

radiación, una etapa antes del agrupamiento se hace presente: la clasificación. El objetivo 

de esta etapa es clasificar los datos de estudio en diversos tipos de clima según sea la 

condición. El escoger la técnica o técnicas para estas etapas en primer lugar pasa por 

establecer criterios que permitan evaluar sus fortalezas y debilidades en el tratamiento de 

datos a fin de encontrar las que mejor se adapten a la base de datos a usar, a la región 

climática en estudio, manejo de la no linealidad del recurso y horizonte a futuro. 

El modelo ML pretende ser una herramienta en la planeación y dimensionamiento de 

sistemas FV que ayuda a reducir la incertidumbre en generación derivada de la ubicación 

geográfica y permite estimar la reserva energética a largo plazo a fin de que el sistema 

eléctrico convencional esté preparado para integrar una nueva fuente de electricidad a su 

matriz de generación. 



 

1 Capítulo 1 

  

Una de las fuentes no convencionales de energía renovable de gran 

proyección para la producción de electricidad es la energía solar. La 

radiación como recurso primario se transforma en electricidad en los 

sistemas Fotovoltaicos. Pero este recurso primario es geográficamente 

variable y depende de otros datos climáticos. Esto presenta un reto a 

la hora de poder transformar este recurso en electricidad y garantizar 

el suministro sin interrupciones. Una solución conlleva el uso de 

modelos de predicción a fin de cuantificar cambios y determinar perfiles 

de radiación solar. 
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1.1 Motivación. 

 

Hacer una transición a un uso intensivo de energía renovable proporciona beneficios 

ambientales y económicos como lo plantea la Ley 1715 de mayo de 2014 [13]. Entre estos 

beneficios se destacan: incentivos a la generación y disminución de impuestos asociados 

a proyectos energéticos renovables. Se prevé que para 2050 las emisiones de dióxido de 

carbono (𝐶𝑂2) global se reducirán al 75 % a condición de que se adopten energías 

renovables no convencionales en la matriz energética [2]. Por esta razón se deben buscar 

nuevas alternativas de generación de energía eléctrica. La energía solar fotovoltaica es 

una de ellas, pero la generación de electricidad a partir del sol tiene retos, entre los que 

destaca: predecir variabilidad en la generación por efectos asociados al clima y ubicación 

geográfica [3], [9], [10]. 

Este reto, conlleva el poder cuantificar recurso primario en el futuro a fin de prever esta 

variabilidad y tomar decisiones. Para esto se propone el uso de modelos predictivos para 

determinar radiación incidente. En primer momento se debe analizar el efecto del clima en 

la región geográfica donde se dimensionará el sistema. Seguidamente, se propone un 

modelo de solución donde esté representado el clima local y prevea los cambios en recurso 

primario. Este será un primer elemento en el desarrollo de documentos maestros y hojas 

de ruta en la planeación de sistemas FV que se basen en un histórico de datos climáticos. 

En Colombia, la integración de bases de datos y técnicas de predicción en el marco 

regulatorio (Leyes y normas) del país para cuantificación-predicción de recurso primario es 

escasa [14]. Un primer acercamiento se muestra en la resolución de la CREG 243 de 2016 

[15]. En esta se define una metodología para calcular el cargo por confiabilidad 

denominado ENFICC, de plantas solares fotovoltaicas. Usa un modelo en el que se 

consideran la radiación solar horizontal y temperatura ambiente, ambos con un histórico 

mayor o igual a 10 años, con registros horarios. Este modelo es una primera aproximación 

que tiene en cuenta históricos para la toma de decisiones, pero no contempla en el diseño 

del mismo una etapa o etapas que agrupen, clasifiquen y prevean tendencias en el futuro 

que permitan dar como resultado un perfil de radiación que tenga en cuenta datos 

climáticos y ubicación geográfica. 
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Por este motivo se hace necesario diseñar e implementar estrategias de solución, que 

proporcionen un pronóstico de cuantificación de radiación solar a fin de ser usado en la 

planeación de soluciones para energía fotovoltaica, y dimensionamiento de la instalación 

de un sistema de este tipo. Es importante estudiar el efecto asociado que tienen los datos 

climáticos en el recurso solar, además de considerar técnicas de predicción como 

instrumentos fiables en la toma de decisiones respecto a la viabilidad o no de un sistema 

solar en una determinada región. 

1.2 Planteamiento del problema. 

 

Diferentes tipos de clima dan como resultado variación en los patrones de producción de 

energía fotovoltaica. Datos como velocidad del viento y temperatura tienen incidencia en 

la potencia de salida de un arreglo fotovoltaico [3]. En un día soleado, la potencia de salida 

del sistema de generación fotovoltaica es alta y estable, pero en días nublados y lluviosos 

el desempeño es bajo e inestable, es decir, tiene un comportamiento intermitente [16]. 

En la actualidad, para el dimensionamiento de un sistema FV en la etapa de diseño se 

hace uso del atlas de radiación solar. Este documento de referencia presenta un valor 

promedio diario, mensual y anual que se calcula mediante métodos numéricos en función 

de la radiación incidente y extraterrestre. El uso de este atlas tiene varias debilidades 

según [17], [18]: no captura la alta no-linealidad del recurso primario, no tiene en cuenta 

otros datos climáticos, ni tampoco el tipo de clima que presenta la región.  

Al dimensionar sistemas FV por medio del valor establecido en el atlas pueden presentarse 

debilidades en el desempeño final lo que traduce en problemas de cuantificación en el 

suministro de energía del sistema [9]. Lo anterior se suma a la alta incertidumbre en la 

cantidad de recurso primario que se tenga en un determinado momento temporal y región 

geográfica, datos climáticos que no se reconocen como importantes y de los que depende 

el recurso primario. Al no tener en cuenta estos datos geolocalizados la información de 

recurso primario es escasa lo que se traduce en una planeación deficiente de sistemas FV 

al no explotar todas las capacidades de una determinada región. 
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1.3 Objetivos. 

 

El trabajo que se presenta aborda una revisión de trabajos previos y discusiones que se 

dan alrededor del uso del Machine Learning como herramienta de predicción de recurso 

solar para generación eléctrica. Principalmente se estudian los conceptos, características 

y elementos diferenciadores de esta nueva forma de cuantificar el perfil de recurso primario 

y poder así generar un modelo de predicción aplicado al clima colombiano. 

1.3.1 Objetivo General. 

Diseñar un modelo de pronóstico de radiación solar basado en Machine Learning. 

1.3.2 Objetivos Específicos. 

1. Identificar mediante la elaboración del estado del arte la evolución del problema en 

la predicción de recurso primario y su solución con el uso de técnicas ML. 

 

2. Establecer criterios de selección de técnicas ML y reconocer características propias 

de cada una en las etapas asociadas al modelo. 

 

3. Evaluar mediante escenarios de simulación conceptos, técnicas y etapas usadas 

en el diseño del modelo. 
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1.4 Estructura del documento. 

 

El capítulo 1, presenta la introducción general del trabajo, justificación, motivación, el 

planteamiento del problema, los objetivos propuestos, y la composición del documento. 

En el capítulo 2, se presenta el estado del arte de la aplicación de técnicas numéricas- 

analíticas y Machine Learning a la predicción de radiación solar. Se identifican sus 

fortalezas y retos. 

El capítulo 3, muestra como la cuantificación de recurso primario se integra en los tópicos 

de estudio para planeación en un sistema FV. Se muestran experiencias internacionales 

al obtener esa información y la propuesta de aplicación del modelo ML al caso colombiano. 

En el capítulo 4, se elabora el modelo y se proponen escenarios de simulación, evaluación 

y validación. Los escenarios se presentan como ejemplos que muestran el funcionamiento 

del modelo en diferentes regiones geográficas colombianas. La evaluación y validación 

muestran el comportamiento bajo métricas estadísticas de la respuesta del modelo. 

En el capítulo 5, se presenta las principales conclusiones de esta investigación y se 

sugieren los trabajos futuros. 

 



 

 

2 Capítulo 2. 

 

Las variadas técnicas Machine Learning como herramientas en la 

predicción de recurso primario tienen un origen no mayor a 10 años. 

Derivan parte de sus conceptos de la Inteligencia Artificial y redes 

neuronales, conceptos pioneros en la cuantificación y predicción de 

radiación. De ahí, las investigaciones apuntan a usar nuevas técnicas 

que den a la luz nuevos predictores sean unitarios o híbridos. Dado la 

diferencia en respuesta y estructura los predictores son evaluados en 

términos de: tratamiento de la linealidad, comportamiento según el 

número de entradas y su desviación en la respuesta. Al revisar la 

literatura y encontrar estos criterios de evaluación, se propone un 

modelo Machine Learning híbrido con etapas asociadas para el 

tratamiento de datos climáticos. 
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2.1 Consideraciones previas a la revisión del estado del 
arte. 

 

En el presente capítulo se identifican y analizan técnicas para estimar y predecir radiación 

solar. Su desarrollo fue evolutivo con el paso del tiempo, desde las relaciones empíricas 

hasta llegar al ML. 

Existen en la literatura varias técnicas para predecir radiación. Se pueden clasificar desde 

los datos usados a la entrada. Modelos como híbridos, NN, y SVM, se usan con mucha 

frecuencia, mientras que otros (fuzzy, k-means) y otros que raramente se utilizan (árboles, 

Markov). 

La tendencia en los últimos años es desarrollar predictores híbridos más que unitarios, lo 

que permite abordar el problema de la predicción de radiación, no como un concepto 

estocástico sino no como una suma de señales que deben ser analizadas en etapas y para 

cada etapa se debe seleccionar el predictor más adecuado. A la entrada el modelo debe 

ser capaz de capturar la no-linealidad de los datos de entrada, incluida radiación, para 

después generar la clasificación-agrupamiento correspondiente sin descuidar la desviación 

en estas dos etapas, para finalizar la estimación con una técnica que tenga en cuenta 

relaciones entre el dataset de entrada y la salida de radiación que se predice. La respuesta 

a la pregunta de cuál o cuáles son los mejores algoritmos para predecir radiación, no es 

fácil de responder. Esto en gran parte a los pronósticos resultantes que difieren en muchos 

puntos geográficos. 

Así pues, para cada región en particular se debe escoger el modelo más apropiado el cual 

debe seguir una tendencia de aplicación en regiones similares. 
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2.2 Aproximaciones para determinar radiación solar 
incidente. 

 

La determinación de radiación solar se hace mediante varios métodos: numérico [19]–[21], 

analíticos donde están: procesamiento de imágenes [22]–[24], estadístico [25]–[27] y 

finalmente el uso de técnicas de ML [28]–[30]. Según los anteriores trabajos, el desarrollo 

del modelo final depende de las relaciones que se presentan entre la radiación incidente y 

parámetros climáticos. Se propone en este trabajo la clasificación de técnicas por el tipo 

de datos que hacen de entrada al modelo. De acuerdo a [31] y [32] los modelos se 

clasifican en: 

-El modelo de radiación solar y los valores, en cualquier escala de tiempo, está basado en 

parámetros meteorológicos: Temperatura de aire, 𝑇𝑎, humedad relativa 𝑅𝐻, índice de 

claridad, 𝐶𝐼, velocidad del viento 𝑉𝑣, nubosidad, 𝐾𝑖 y presión, P. Además de las 

coordenadas geográficas, longitud y latitud. Esta aproximación se presenta en la Ecuación 

2-1:  

(𝐺𝑖) = 𝑓(… 𝑇𝑎 − 2, 𝑇𝑎 − 1, 𝑇𝑎;  … 𝑅𝐻 − 2; 𝑅𝐻 − 1; 𝑅𝐻, … 𝑉𝑣 − 2, 𝑉𝑣 − 1, 𝑉𝑣; … 𝐾𝑖 − 2, 𝐾𝑖 −
1, 𝐾𝑖 , … 𝑃 − 2, 𝑃 − 1, 𝑃; … 𝐶𝐼 − 2, 𝐶𝐼 − 1, 𝐶𝐼; 𝐿𝑎𝑡;  𝐿𝑜𝑛𝑔)     (2-1) 

y se le denomina modelo con datos estructurados. 

-Una segunda aproximación, denominada modelo con datos endógenos, utiliza valores 

históricos de radiación para generación del modelo. Este método se formula en la Ecuación 

2-2: 

𝐺(𝑖 + 𝑝) = 𝑓(… , 𝐺𝑖+𝑝−2 , 𝐺𝑖+𝑝−1, … , 𝐺𝑖).       (2-2) 

Los datos futuros (𝑡 + 𝑝) están basados en datos históricos de la forma … (𝑡 + 𝑝 − 2, 𝑡 +

𝑝 − 1, … , 𝑡). 

-Una última aproximación es una combinación de las dos primeras relaciones, se denomina 

modelo con datos exógenos. Su formulación se muestra en la Ecuación 2-3: 

𝐺(𝑖 + 𝑝) =  𝑓(𝐺𝑖+𝑝−1 , 𝐺𝑖+𝑝−2, … , 𝐺𝑖 , … 𝑇𝑎 − 2, 𝑇𝑎 − 1, 𝑇𝑎;  … 𝑅𝐻 − 2; 𝑅𝐻 − 1; 𝑅𝐻, … 𝑉𝑣 − 2, 𝑉𝑣 −

1, 𝑉𝑣; … 𝐾𝑖 − 2, 𝐾𝑖 − 1, 𝐾𝑖 , … 𝑃 − 2, 𝑃 − 1, 𝑃; … 𝐶𝐼 − 2, 𝐶𝐼 − 1, 𝐶𝐼; 𝐿𝑎𝑡;  𝐿𝑜𝑛𝑔).   (2-3) 



Capítulo 2 11 

 

 

En este caso las entradas son datos de radiación solar históricos y otros parámetros 

meteorológicos. 

A continuación, se amplía la aplicación de aproximaciones numéricas-analíticas y se tiene 

en cuenta el objetivo de predicción y las relaciones matemáticas a las que llegaron los 

autores. 

2.2.1 Aproximaciones Numéricas. 

 

En las aproximaciones de tipo numérico se genera valores de radiación solar, con 

resolución horaria, diaria, mensual y anual por medio de ecuaciones explícitas. En las 

primeras aproximaciones, la radiación es la variable propia del modelo, y se define lo que 

se denomina índice de claridad. En estos trabajos se propone un modelo empírico que usa 

coeficientes de relación entre la radiación total y la radiación en día despejado [26], [33]–

[36]. En este tipo de aproximaciones no se muestra relación entre radiación y otros datos 

climáticos [34]. Sin embargo, en otro estudio se establece un nuevo método para 

determinar coeficientes que mejoren la precisión del modelo de radiación solar usado 

anteriormente. Este método prueba, en diferentes localizaciones y estaciones, los 

coeficientes que ajusten mejor a la radiación medida [33]. 

Una de las primeras aproximaciones numéricas es el modelo de Ángstrom, en el cual se 

optimiza el cálculo del valor de los coeficientes por medio de una regresión lineal [34]. 

Además de asumir el carácter lineal de la radiación, se linealiza por periodos de tiempo. 

En general, en estos trabajos se trata la radiación solar desde el punto de vista de 

aproximaciones lineales y el modelo generado depende fuertemente de los coeficientes de 

relación [36]. Existen modelos numéricos empíricos que empiezan a relacionar la radiación 

solar incidente en el lugar con parámetros como temperatura, latitud, longitud entre otros 

[37]. 

El problema de la estimación de radiación dependiente de datos climáticos se aborda 

desde el concepto físico de radiación y su descomposición en tres tipos de radiación: 

directa, difusa y albedo. Se encuentran relaciones entre la localización geográfica y las 
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condiciones topográficas de un área determinada [38]. En el modelo propuesto se calculan 

coeficientes de relación a partir de la combinación de dos modelos preestablecidos. 

En otros trabajos se desarrolla una relación matemática entre la radiación incidente, el 

ángulo cenit, se tiene en cuenta la localización geográfica y variaciones del clima [39], [40]. 

Estas aproximaciones son de carácter lineal en las que coeficientes son calculados 

mediante regresiones lineales y curvas de aproximación. En estos trabajos se presenta un 

común denominador al usar datos endógenos para establecer modelos, lo que ocasiona 

que cada modelo sea aplicado localmente donde se realizó el estudio. 

En otro tipo de estudios se aborda el problema no lineal en la construcción de modelos de 

radiación incidente. En estos trabajos se utiliza: ARIMA. Este está soportado por una 

distribución gaussiana que establece relaciones entre la radiación y parámetros climáticos 

externos [35], [41]. Este proceso se realiza mediante la aproximación por curvas suaves al 

comportamiento real de la radiación. 

En [42], se desarrolló una aproximación para determinar radiación solar media por horas. 

Esta aproximación está basada en una metodología empírica en la cual implementa una 

función denominada función de transferencia. Esta función es suave a trozos y se 

caracteriza para 3 fases: ascenso, descenso y valor pico. El modelo presenta una ecuación 

con coeficientes numéricos que son calibrados mediante la aplicación de datos medidos 

en una ciudad. 

2.2.2 Aproximaciones Analíticas. 

 

Las primeras aproximaciones analíticas son las estadísticas seguidas por las que utilizan 

procesamiento de imágenes. Se consideran analíticas puesto que tratan la radiación como 

una señal que puede ser descompuesta y estudiada que será entrada para generar un 

modelo similar al histórico. En [14], [15], los modelos desarrollados se caracterizan por 

tratar los datos de radiación como una función de densidad de probabilidades. Esta se 

calcula mediante datos históricos, con aproximaciones numéricas de tipo gaussiano para 

estimar dicha función. Esto genera un modelo característico para cada mes de aplicación. 

Un caso especial se presenta en [27] donde se evalúa el desempeño de un modelo híbrido. 
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En este se usa una aproximación por medio de distribución gaussiana del índice de 

claridad, para luego discretizar la señal en el dominio de la frecuencia con el uso de 

wavelet. Esto hace que el modelo estadístico híbrido tenga un desempeño un 15 % mejor 

con respecto al algoritmo simple [26], [27]. 

En las aproximaciones que usan procesamiento de imágenes, se estima la radiación 

tratándola como un arreglo bidimensional que posee píxeles en filas y columnas. En 

trabajos como [23] se desarrolla un modelo que predice radiación directa con base en 

imágenes satelitales y movimiento de nubes, tratándolas como vectores de movimiento. 

Este modelo se desarrolla sobre estaciones climáticas. En periodos futuros largos, meses 

y años, la precisión del modelo es limitada, esto debido a píxeles de la imagen y resolución 

satelital. 

Ciertas aproximaciones desarrollan un modelo bidimensional de representación de la 

radiación solar incidente [44]. Se genera una representación matricial con horas y días que 

corresponden a las columnas y valores de radiaciones que corresponden a las filas. Para 

determinar el comportamiento del modelo se desarrollan filtros lineales cuya función es 

obtener la correlación necesaria entre el modelo y los valores predichos. 

En el Anexo A se muestran los principales avances y los desafíos encontrados en estas 

investigaciones (Tabla A–1) que sirven como hoja de ruta para descubrir particularidades  

del uso de las aproximaciones para determinar radiación solar. En estos trabajos los 

métodos de evaluación de precisión son diferentes. Algunos como R, coeficiente de 

correlación cuadrado R2 y el error cuadrático medio RMSE se utilizan a menudo [42], [45], 

[46]. Otro tipo son: MBE, MAE y error relativo medio MAPE usados no tan frecuentemente 

[47]. 

Otra característica en estos trabajos es el tiempo de evaluación del modelo. Algunos de 

ellos analizaron la precisión del modelo durante un periodo de uno o varios meses, incluso 

años, además de tener presente las estaciones climáticas y la variabilidad asociada. En 

estas condiciones es difícil hacer comparaciones. Existen documentos como [48] en el cual 

se lleva a cabo una revisión de la literatura sobre la precisión de pronóstico y técnicas 

aplicadas a sistemas de energía renovable, principalmente solar y eólica. En la siguiente 

sección se presentan las diferentes metodologías utilizadas que tienen su base en el ML 
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usadas para predecir radiación global y los parámetros para estimar los rendimientos del 

modelo. En la Figura 2-1, se muestran las técnicas para estimar radiación solar y algunos 

trabajos clasificados. 

Figura 2-1: Clasificación de técnicas de estimación de radiación solar. 

 
Fuente: elaboración propia. 

2.3 Predicción de radiación solar. 

 

El Machine Learning, ML, es un subcampo de las ciencias de la computación y se clasifica 

como un método propio de la inteligencia artificial IA. Este se usa en muchos dominios y 

campos, entre los que destaca: energético, económico y biológico. La ventaja de este 

método es la generación de un modelo que puede "tomar" decisiones que serían difíciles 

de ser representadas por algoritmos explícitos, como las aproximaciones numéricas y 

analíticas simples. Según [49] los modelos ML encuentran relaciones entre entradas y 

salidas siempre que la representación sea posible. 

En ML existen 3 etapas: la primera una etapa de pre procesamiento y clasificación de 

datos, la segunda la entrada de datos y la última etapa está dada por el tratamiento de la 

desviación entre el dato estimado y el dato medido.  
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Además, para aplicar un modelo ML se debe tener en cuenta criterios como:  

• Tratamiento de la no-linealidad,  

• Comportamiento al usar múltiples entradas. 

• Horizonte de predicción. 

• Tratamiento de la desviación asociada a la predicción 

• Flexibilidad. 

 

Estos criterios dan pautas en el desarrollo del modelo al tener en cuenta que la desviación 

y habilidades de pronóstico de los modelos no dependen solo de las condiciones climáticas 

sino también del horizonte de predicción. Estos procesos, enmarcan la aplicación del 

modelo de predicción en una región en particular. 

Para aplicaciones en predicción de radiación solar, el uso de ML fue evolutivo al abordar 

el problema de la alta no-linealidad de los datos y su fuerte variación. Las primeras técnicas 

fueron las NN, su concepto y uso se ampliará más adelante y se trataban en su momento 

como parte de la IA. En trabajos anteriores a [50], [51], no se utilizaba una etapa de pre-

procesamiento a la entrada del modelo NN. A partir de estos trabajos se encuentra una 

correlación de entrada entre datos climáticos y la radiación. Este proceso es una primera 

aproximación para seleccionar datos climáticos de entrada más adecuados al modelo a 

desarrollar. En la Figura 2-2 se muestra la evolución temporal de las técnicas utilizadas en 

predicción y estimación de radiación solar. 
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Figura 2-2: Evolución temporal del uso de técnicas para predicción y estimación de 
radiación solar. 

Fuente: elaboración propia 

 

Según como avanzaba el tiempo el problema de la predicción de un recurso altamente no 

lineal presentaba desafíos. En un principio bastaba con generar una relación determinística 

entre radiación extraterrestre/incidente (aproximación numérica), pero los resultados eran 

fuertemente geolocalizados y la herramienta poco servía en aplicaciones de estimaciones 

globales de recurso primario [34]–[36]. Estudios posteriores confirmaron que para 

determinar y predecir un recurso primario variable y dependiente de otros datos climáticos 

la mejor alternativa era generar modelos en base a históricos. Las primeras 

aproximaciones fueron NN. Según [52] existen conceptos propios de NN e IA que fueron 

heredados tiempo después por el ML.  

El término ML propiamente dicho para predicción de radiación solar, no aparece en la 

literatura sino hasta 2011 donde, en una primera aproximación se habla del aprendizaje 

desde los datos de entrada [53]. En este trabajo se desarrolla un algoritmo NN con 

entradas seleccionadas mediante técnicas que establecen relaciones entre los datos de la 

entrada y la salida. 
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En ML, se clasifica el modelo según el número de técnicas usadas. Si se usa una sola 

técnica desde la entrada de datos hasta la etapa final, normalmente sin pre procesamiento, 

se denomina modelo unitario. Si se usan dos o más técnicas por etapa, con procesamiento 

de datos presente, se denomina modelo híbrido. 

A continuación, se muestran diferentes predictores ML unitarios que la literatura presenta 

para generar predicción de recurso primario. Los desafíos a los que se enfrentaron los 

autores y los avances que mostraron. 

2.3.1 Procesos de Markov. 

 

Un proceso de Markov es un proceso estocástico con propiedades Markov, lo que significa 

que, dado el estado actual, los estados futuros son independientes de los estados 

anteriores. Es decir, la descripción del estado actual captura toda la información que podría 

cambiar la evaluación de la función de valores futuros. En trabajos como [54], [55] los 

valores predichos se alcanzan a través de un proceso probabilístico en lugar de uno 

determinista. En esta aproximación los datos de radiación se convierten a un número 

cuantificado entero de estados. Luego, pasan por una etapa de entrenamiento que forma 

los valores de probabilidad, finalmente pasan por pruebas de parámetros ocultos. Las 

pruebas se repiten para varios estados que dependen del número de predictores 

probabilísticos que se desarrollan en cada etapa. La ventaja de estos algoritmos es 

considerar las secuencias de eventos de entrada y construir dependencias transitorias 

entre el dato a predecir y el dataset de entrada. Sin embargo, hay una falta del conteo 

global para modelar y requiere una suposición inicial para generar las distribuciones, si no 

se estiman con una etapa de pre procesamiento óptima puede dar lugar a errores. 

2.3.2 Otros algoritmos. 

 

Otros métodos se usan esporádicamente. Según los trabajos publicados los parámetros 

que influyen en la predicción son muchos, entre ellos: datos de entrada, parámetros 
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específicos del modelo, coeficientes de relación, algoritmos de optimización, entre otros. 

En ese contexto otros métodos que presenta la literatura son: ANFIS, ARIMA, ARMA. 

En [56] se desarrolla un modelo ANFIS entrenado por MLP cuya principal ventaja es 

modelar radiación con coordenadas geográficas, la cual hace las veces de entrada al 

modelo. El desempeño según los autores es superior si se usa RBFN y Redes neuronales 

de regresión (RNN), en gran parte a la combinación del MLP en la etapa de entrenamiento 

que pondera y calcula la mejor combinación de entrada. Luego por el algoritmo Fuzzy se 

clasifica y finalmente se da una respuesta. 

En trabajos como [57], [58] se utiliza un algoritmo ARIMA para predecir radiación en 6 

ciudades. Los resultados muestran que existen ventajas en el desempeño de ARIMA sobre 

NN en el caso de timestep de datos superiores a 5 minutos, de lo contrario en resoluciones 

de datos altas (entre 1 minuto y 4 minutos) NN presenta mejor comportamiento. Esto 

conduce a concluir que la elección del modelo depende directamente del dataset de 

entrada. ARIMA modela de mejor manera el ciclo de radiación diaria, en dataset de larga 

duración. Lo anterior hace que no sea necesaria una etapa de entrenamiento debido al 

comportamiento lineal de la radiación en la base de datos. El costo computacional también 

es evaluado en estos trabajos. Se muestra que ARIMA tiene menor costo computacional, 

en parte debido a las aproximaciones lineales con las que desarrolla la estimación.  

En [59] usa ARMA como una parte del modelo. Modela la radiación incidente como una 

superposición de componentes lineales y no lineales. Este modelo tiene desventajas 

puesto que tiene un desempeño aceptable en intervalos donde la radiación es constante y 

casi lineal, pero en cambios bruscos la desviación es superior al 30% del valor medido. En 

[60]se hace un estudio comparativo donde se considera el horizonte de predicción. Según 

el autor ARMA y MLP tienen un comportamiento similar para horizontes de día y hora 

siguiente. Además, tienen valores de desviación similares en las etapas de validación y 

prueba cuando se comparan con otros algoritmos.  

En un estudio posterior [61], confirma lo que se muestra en estudios previos. La 

metodología ARMA usada es una herramienta muy eficiente para generar pronósticos 

puntuales a muy corto plazo. El modelo supera en aproximadamente un 20% a los 

algoritmos estadísticos usados en la comparación. 
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2.3.3 Lógica Difusa (Fuzzy Logic). 

 

En lógica difusa lo primero que se hace es elegir el número de variables de entrada. Las 

variables de entrada y salida pertenecen al mismo conjunto de datos. Es por eso que en 

las primeras aplicaciones [22], [29], [55], [62], [63] se usó como una etapa de pre 

procesamiento a la entrada. Debido a su gran precisión en la generación de las funciones 

de membresía en estos trabajos se muestra la clasificación en días: soleado, soleado-

nuboso, nuboso, nuboso-lluvia, soleado-lluvia, entre otros. Los datos para poder clasificar 

los días en estos escenarios se caracterizan por los mismos atributos en timestep y las 

mismas funciones de pertenencia. 

En otros trabajos como [64], [65] se desarrollan modelos basados en Fuzzy Logic. En 

varias etapas como cálculo del componente de cielo abierto, y luego caracterización, del 

día, que se basa en una correlación entre variables climáticas de entrada logran por medio 

de reglas preestablecidas generar el modelo total. La desviación en estos trabajos respecto 

de NN es mayor en aproximadamente un 5%.  

Trabajos como [66], [67] ha  comparado esta técnica con otros algoritmos. Se muestran 

resultados aceptables cuyo desempeño es mayor. Sin embargo, en estos trabajos utilizan 

etapas de Fuzzy con hibridación de otros algoritmos. 

2.3.4 Árboles de decisión (Decision tree). 

 

Se usa en trabajos como [68]. La idea básica en este algoritmo es muy simple. Se debe 

pronosticar una respuesta 𝑦 a partir de las entradas 𝑥1, 𝑥2, . . . , 𝑥𝑝. Para esto se diseña un 

árbol binario. En cada nodo del árbol se aplica una prueba a la entrada comparándola con 

un valor determinado. Con este resultado se decide entre la subdivisión izquierda o 

derecha. Este algoritmo es muy dependiente de los horizontes de predicción, los datos a 

la entrada y varía los resultados entre uno y otro árbol. 
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2.3.5 Máquinas de vectores de soporte (Support vector 

Machine SVM). 

 

Usada en sus orígenes para solucionar problemas de clasificación, hoy en día son 

aplicadas a problemas de regresión y reconocimiento de patrones.  

La predicción calculada mediante una máquina de tipo SVM está dada como lo muestra la 

Ecuación 2-4: 

𝑦̂ = ∑ 𝛼𝑖𝑘𝑟𝑏𝑓(𝑥𝑖 , 𝑥∗) + 𝑏𝑛
𝑖=1         (2-4) 

Donde 𝑥∗ es una entrada de prueba. 𝐾𝑟𝑏𝑓 es una función de activación definida mediante 

un proceso GP´s. El parámetro 𝑏 o parámetro independiente se deriva de condiciones 

específicas, además de la incertidumbre asociada con la estimación. En el caso de SVM 

los coeficientes de aprendizaje 𝛼𝑖 , están relacionados con la solución de problemas de 

programación cuadrática. 

El punto fuerte de este algoritmo, según [69] es su capacidad de resolución de problemas 

de alta complejidad y alta no-linealidad. Trabaja sobre regresión lineal múltiple y usa un 

transformador predictivo de baja complejidad con filtrado de datos. 

En trabajos como [70]–[72], se utiliza el algoritmo SVM como técnica de estimación de 

radiación solar. En el primero de estos se introduce el concepto de ML en trabajos de este 

tipo. Si se compara SVM con modelos numéricos se encuentra que la incertidumbre 

asociada al valor estimado disminuye cerca de un 35% con el uso de SVM. Al ser un 

algoritmo que aprende de los datos depende directamente del pre procesamiento, lo que 

traduce en un desempeño aceptable pero que es computacionalmente demandante. En 

estos trabajos se muestra que este tipo de algoritmo es muy dependiente de la función de 

activación usada, lo que hace difícil comparar su desempeño entre ellos. 
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2.3.6 K-nearest neighbors. 

 

Esta técnica está basada en un algoritmo de reconocimiento de patrones el cual compara 

el estado original con las muestras entrenadas. Según [32] este modelo predefine las 

vecindades más próximas al dato que se busca. Este tipo de modelo es usado en casos 

donde se tiene un número de días con radiación y perfil similar. 

En [73] el horizonte de predicción comprende desde 5 hasta 30 min. a futuro y los 

correspondientes intervalos de incertidumbre. Un algoritmo de optimización determina el 

número de vecinos más cercanos. Los resultados de este trabajo muestran que los 

cambios abruptos en el dataset de entrada no se capturan de forma eficiente por 

pronósticos puntuales, esto principalmente porque esos eventos están sub representados, 

por faltantes en la medida, en el conjunto de entrada, lo que genera que el cálculo del 

vecino más cercano no sea el correcto. 

2.3.7 K-means. 

 

Es un método de cuantificación de vectores de entrada. Esta técnica usada en [59], [74], 

[75] divide las observaciones de entrada de radiación en clústeres en los que cada 

observación pertenece al clúster con la media más cercana, que sirve como prototipo de 

clúster. Resalta la diversidad de respuesta al poder procesar datos lineales y no lineales a 

la entrada. En estos trabajos se encuentran patrones de similitud entre la salida y la 

entrada. Además, no están presentes datos climáticos diferentes a radiación. Con el uso 

de diferentes técnicas (distancia euclidiana, método de inserción mínima) se encuentra el 

valor vecino más óptimo para clasificación. 
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2.3.8 Redes neuronales (Neural Networks NN). 

 

Las NN pueden aprender de los patrones de información dentro de un conjunto de datos. 

Son tolerantes a desviaciones debido a la falta de datos en la entrada, una característica 

frecuente con los datos de recurso primario: viento y radiación solar [76], [77].  

En [78] se hace una revisión de aplicación de NN en el campo energético, aplicaciones en 

la construcción de sistemas térmicos, predicción de demanda y tarificación de usuarios de 

energía eléctrica, hasta la predicción de recurso primario.  

Las NN fueron las primeras técnicas que se implementaron para predecir los eventos 

asociados a aproximar variabilidad en recursos primarios de generación de energía [78]–

[80]. Esto se debe a que el algoritmo NN es capaz de capturar de manera confiable la 

naturaleza no lineal de la radiación solar. Según [32] alrededor del 79% de las técnicas 

usadas en predicción de radiación se basan en un enfoque de conexiones con red 

neuronal. Aproximadamente el 20% restante se utilizan técnicas derivadas de redes 

neuronales tales como lógica difusa, wavelength, RBFNN. 

Una reseña de la utilización de este tipo de técnicas se presenta en trabajos [30], [31], [51], 

[53], [71], [77], [80]–[104]. En estos trabajos se distinguen dos tipos de estudios: modelado 

con multicapas MLP, y predicción con series temporales. De hecho, MLP se utiliza con 

mucha más regularidad que otros algoritmos por su propiedad de "aproximación universal" 

capaz de desarrollar predicción no lineal. Además, existen trabajos que utilizan diferentes 

algoritmos de optimización en la etapa de entrenamiento del modelo, Back Propagation, 

BP, gradiente descendente, LVQ, entre otros. En la etapa oculta, característica de este 

modelo, el número de neuronas, por lo general, es determinado a partir de ensayo/error, 

por lo que difiere significativamente entre uno y otro trabajo. Sin embargo, se encuentra 

que a mayor número de neuronas en las etapas anteriores a la predicción la desviación 

disminuye. 

Los primeros trabajos se realizan entre 1998-1999. En [76], [105] usan un modelo NN con 

algoritmo BP en la etapa de entrenamiento. Los autores encuentran correlaciones entre 

datos climáticos (presión atmosférica) y radiación solar. En una primera aproximación se 
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clasifica la radiación en alto, medio y bajo, que será una constante en los trabajos 

subsiguientes. Los resultados en predicción muestran una desviación entre el 18% en 

verano y 21% en invierno. 

En los trabajos que usan NN [30], [31], [51], [53], [71], [77], [80]–[104], la desviación 

asociada a la predicción, con horizontes variables: intra-horario, intra-diario, hora siguiente 

y día siguiente están entre 7 % y 15 %. Se muestra una variación entre estudios debido a 

que algunos usan etapas de pre procesamiento lo que hace que la desviación disminuya, 

además que se debe tener en consideración la desviación producida al considerar la 

variación estacional. 

En el Anexo B se muestran los resultados de métodos ML unitarios usados en predicción 

de radiación solar (Tabla B–2). En la Figura 2-3 se muestra la cantidad de trabajos 

publicados que usan modelos ML para predicción de radiación solar. 

Figura 2-3: Tendencia en número de trabajos publicados que hacen uso de técnicas ML 

en predicción y estimación de radiación solar. 

 

Fuente: elaboración propia. 
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La tendencia indica que a un mediano y corto plazo ya no es común trabajar con un 

predictor unitario, sino con un predictor híbrido. Estos son diseñados mediante la 

combinación de dos o más predictores con atributos superiores y aprovecha fortalezas 

individuales. Estas fortalezas se ven reflejadas en las etapas de ML. Cada etapa tiene 

combinación de dos o más técnicas, esto traduce en una mejor precisión (alrededor del 

40%) en el modelo. Al comparar el resultado que entregan los modelos unitarios con el 

entregado por modelos híbridos el rendimiento de estas últimas es superior [32]. 

2.3.9 Modelos híbridos y consideraciones finales. 

 

Uno de los primeros trabajos que desarrollaron modelos híbridos fue [50]. Este modelo 

consta de 2 etapas: la primera usa NN para predecir valores de radiación solar mensual. 

La segunda etapa normaliza los valores de radiación los cuales hacen de entrada a la 

matriz de Markov. La desviación en este trabajo es cercana al 8% versus los modelos 

lineales y estadísticos con los que fue comparado. Este modelo es capaz de capturar el 

carácter no lineal de la radiación y ponderar probabilidades de suceso para encontrar el 

predictor. 

En el Anexo C (Tabla C–3) se muestran soluciones que combinan métodos ML. Como se 

observa, la técnica de hibridación da mejores resultados que usar predictores simples. Sin 

embargo, la mejor combinación de predictores para generación de un modelo de 

hibridación estándar no está definida. Se necesitan muchos más trabajos para proponer 

una metodología robusta que englobe todas las situaciones presentadas en el tratamiento 

de datos climáticos. 

Bajo el concepto híbrido de predicción se define una topología por etapas, como lo muestra 

la Figura 2-4. Ejemplos de predicción bajo esta topología son [106]–[108]. En estos trabajos 

se tratan los datos de entrada como señales, las cuales deben pasar por tres procesos: el 

primero es el pre procesamiento, en esta etapa se definen los tipos y categorías de datos, 

su estructura y normalmente se usa técnicas asociadas para suplir el faltante de datos. El 

segundo es el de agrupamiento en el cual se definen perfiles de clima y tendencias de 

clasificación en los datos que conforman el clima, sea diario o mensual y finalmente la 
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estimación, en este proceso se establecen relaciones entre entrada/salida a fin de 

encontrar la mejor relación que defina un perfil de recurso primario. 

Figura 2-4: Topología de prediccion de radiación solar tipo modelo híbrido. 

 

Fuente: elaboración propia. 

Además, existe realimentación, puesto que se debe comparar la estimación de salida con 

datos de entrada y estimar la desviación e incertidumbre, a fin de determinar el desempeño 

del modelo. Cada etapa, excepto los datos de entrada, está constituida por 2 o más 

predictores unitarios. Es así como en [109] y [110] se usan predictores unitarios a la 

entrada de los datos y en el agrupamiento. En el primer trabajo se usa NN como kernel de 

SVM lo que hace que la desviación del modelo sea menor (< 2 %) respecto a los modelos 

comparados. Mientras que en el segundo se usa SVM como criterio de comparación para 

generar un ciclo de retroalimentación en la entrada del modelo. 

Cabe resaltar que no existen algoritmos predefinidos para cada etapa, pero es posible 

establecer una tendencia de uso. Así es como en el modelo para la etapa de pre 

procesamiento se usan k-NN, Fuzzy y árboles de decisión. En la etapa de agrupamiento y 

estimación NN y SVM [65], [101], [111]–[113]. 

Los modelos ML que se usan en predicción de recurso primario pueden integrarse como 

herramientas de decisión en los procesos de planeación de sistemas FV y en cuantificación 

de reservas energéticas. En el caso del primero, al poder predecir variabilidad de recurso 

primario es posible agregar sistemas FV geográficamente distribuidos en regiones donde 

el recurso sea alto. En el segundo aspecto, si existen reducciones de energía imprevistas 

el sistema FV debe ser capaz de mantener el servicio al aumentar la reserva en días donde 

el recurso primario sea alto y estable y establecer así planes de contingencia en periodos 

donde el recurso sea menor. En la siguiente sección se amplía el uso de estas técnicas y 



26 Modelo de pronóstico de radiación solar basado en Machine Learning. 

 

 

 

modelos como herramientas de soporte en la toma de decisiones y planeación de 

tecnología solar FV a futuro. 

 



 

3 Capítulo 3. 

 

El tener certeza y una cuantificación de recurso primario en una 

determinada región geográfica permite establecer procesos futuros en 

planeación para instalación de sistemas FV. Dentro de esos procesos 

se debe contar con hojas de ruta que identifiquen zonas solares que 

cuenten con los recursos primarios necesarios para garantizar el 

servicio de electricidad en caso de imprevistos. Muchos países integran 

herramientas de cuantificación de recurso y evalúan como la precisión 

del modelo es clave para planear sistemas FV. En Colombia existen 

acercamientos al uso de cuantificación de recurso primario en 

planeación; sin embargo, son insuficientes [14] y es por eso que se 

proponen elementos a futuro para la integración de estas herramientas 

predictivas en planeación. 
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3.1 Integración de técnicas de predicción en la toma de 
decisiones y en escenarios de planeación. 

3.1.1 Estimación de recurso primario aplicado en escenarios 

de planeación. 

La estimación de recurso primario solar se convierte en una herramienta en la planeación 

del sector eléctrico. Los responsables de la toma de decisiones dependen cada vez más 

de evaluaciones técnicas, tanto para cuantificar el recurso primario, como para informar el 

desarrollo de políticas para establecer la hoja de ruta y programas en la promoción de 

energía solar FV [114]. 

En el proceso de planeación de un sistema FV, según [115] existen 4 estados que deben 

ser evaluados: 

1. Planeación de generación a largo plazo, con un periodo de 10 a 40 años. 

2. Planeación geo-espacial para transmisión, Un periodo de tiempo de 5-20 años. 

3. Simulación de despacho, con un tiempo no mayor a semanas o meses. 

4. Estudios técnicos de red, con un tiempo mayor a 5 años. 

 

Según [115], [116] la predicción y estimación de radiación solar, está enmarcada en el 

primer estado. El proceso de planeación debe empezar por cuantificar potenciales de 

recurso primario de tal manera que las etapas subsiguientes sigan la línea de proceso. Los 

modelos de predicción deben ser herramientas de decisión para generar un documento 

maestro que brinde una hoja de ruta en la regulación, estabilidad y confianza de los 

sistemas FV. Con la cuantificación de recurso primario entidades nacionales, empresas o 

institutos académicos desarrollan escenarios a largo plazo para evaluar cuantitativamente 

y cualitativamente la dirección que debe seguir el futuro energético renovable y las 

implicaciones de tomar una vía de desarrollo en el sector de las FNCER en lugar de otras 

[117]. 

En la Figura 3-1 se muestra la integración de la información de potencial de radiación solar 

en la planeación del sector energético a largo plazo cuando se identifica una necesidad 

energética. La necesidad energética de una región está presente y surge como un 

problema a resolver. Para poder cubrir la necesidad de energía eléctrica, con base a 
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energía solar FV el primer reto es obtener información de potencial de recurso primario, a 

fin de cuantificar la radiación incidente. 

Figura 3-1: Diagrama de flujo para planeación al tener en cuenta recurso primario. 

 

Fuente: adaptado de [118]. 

En la Figura 3-1 se hace énfasis en el proceso de obtener información del potencial de 

recurso primario, existen etapas asociadas desde adquirir los datos hasta el análisis de 

resultados. Luego de esto, se desarrollan escenarios de planeación más elaborados, con 

la revisión/aprobación gubernamental, quien dicta las disposiciones y regulaciones para la 

FNCER a fin de evaluar vías de inversión concretas para proporcionar electricidad 

confiable y asequible. Todo lo anterior debe estar plasmado en un documento maestro 

como respuesta a un requisito de energía para lograr la aspiración del uso de una FNCER. 

Este documento debe ser un elemento en el que se resuelva, en el caso de energía solar 

FV, cuestiones como: el tipo de infraestructura a usar, combinación apropiada de 

tecnologías, mejor uso de recursos naturales y por supuesto la región geográfica donde 

habrá un potencial solar de desarrollo mayor. 
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Para maximizar los beneficios de cuantificación y predicción de radiación incidente se 

integra este proceso en planes de promoción de energía solar FV cuyos objetivos son: 

contar con un concepto en el dimensionamiento de sistemas FV, promover la utilización de  

fuentes descentralizadas de energía en zonas aisladas y cuantificar las reservas 

operativas [117]. 

En la Tabla D-4 se muestra una síntesis de trabajos donde se desarrollan herramientas de 

cuantificación de recurso y se integran como elementos activos en la planeación de 

sistemas FV. Estos trabajos visibilizan el uso de la cuantificación por diferentes 

aproximaciones y los insertan en programas cuya finalidad es conocer y resaltar recurso 

solar distribuido geográficamente y poder trazar la política pública de integración de 

energías solar FV con el sistema interconectado. 

Trabajos como [119]–[122] usan SIG. En estos trabajos, se integra la herramienta como 

parte de un programa energético estatal donde se tiene como objetivo promocionar e 

insertar varios recursos naturales en la matriz energética. Se evalúan los aspectos según 

sectorización geográfica, y se recomienda la fuente energética más viable de ser 

implementada. En [120] el autor va más allá al plantear un escenario regulatorio según sea 

la fuente que se implementará lo que genera hojas de ruta y planes a futuro sectorizados 

por consumo. Mientras que [121] diferencia usuarios según su consumo y propone un 

paquete de medidas: identifica la demanda de estos y propone la fuente energética más 

recomendada. Los sistemas de información que se plantea en estos trabajos tienen por 

objetivo descubrir lo que pasaría si determinadas decisiones energéticas se toman con los 

recursos naturales disponibles. 

La idea de adecuar planes maestros o MPE que hagan uso de modelos de predicción ML, 

es reciente [118]. En este trabajo se expone por parte de los autores que estos planes 

desempeñan un papel indispensable en la formulación de políticas y el desarrollo del sector 

energético. Según este trabajo el corazón del MPE es poder cuantificar recurso ya que ahí 

se desprenden las distintas etapas en el proceso de promoción de recursos naturales para 

su uso como fuentes energéticas para producción de electricidad.  

En [122], [123] se muestra como en base a técnicas de cuantificación de recurso primario 

es posible determinar regiones geográficas óptimas donde las fuentes solares se 
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integrarían al sistema interconectado con reducidos impactos sobre la red. En [123] analiza 

aspectos económicos derivados de la inserción de nuevas tecnologías en el sistema 

interconectado y propone un esquema tarifario según sea la región geográfica de 

aplicación. 

A medida que la participación de energía solar FV aumenta en los sistemas de energía se 

han expresado preocupaciones sobre la idoneidad de herramientas y metodologías 

existentes para planificación eléctrica solar [9], puesto que usa un recurso primario 

variable. Si bien se han llevado a cabo estudios de integración de energía solar FV [116], 

[124]–[129] estos generalmente evalúan como se deben reforzar los sistemas de energía 

eléctrica actuales, para lograr una mayor proporción de sistemas FV. 

Según los autores[116], [129] para maximizar los beneficios del recurso solar, se debe 

tener en cuenta en la estimación de recurso solar tanto las escalas espacio-temporales y 

la planeación estratégica a gran escala. Proponen además que la generación de 

electricidad solar debe considerarse en conjunto con los desafíos a la gestión para la 

regulación y transmisión de energía eléctrica. 

Existen trabajos donde se da valor agregado al análisis y predicción de recurso primario 

con base a históricos y tomar decisiones al tener en cuenta estos datos [130]. Es así como 

se promociona estas técnicas como una forma de evitar penalizaciones a los ojos de la 

regulación existente. Si no se tiene una cuantificación de recurso primario se puede inducir 

a la inseguridad del sistema eléctrico, lo que se traduce en riesgo y alta incertidumbre para 

el usuario final. 

Los modelos ML se pueden tener en consideración como herramientas en la cuantificación 

de reservas potenciales operativas y de ahí derivar mayor capacidad de respaldo. Si se 

considera la aplicación de técnicas ML en predicción se reduce la necesidad de que los 

sistemas mantengan un nivel mayor de reservas. Con el fin de garantizar la prestación del 

servicio, el modelo debe ser capaz de responder a reducciones imprevistas en la 

generación convencional y poder asistir. La respuesta del modelo se debe analizar con 

detenimiento para cuantificar la cantidad de reservas adicionales que se necesitan y poder 

agregar recursos geográficamente distribuidos según sea la región con mejor perfil de 

radiación [127]. 
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La Figura 3-2 muestra los tópicos en planeación que se derivan de la precisión en el uso 

de un modelo ML predictivo. La precisión en la resolución espacio-temporal determina que 

tópico de la fuente energética se estudiará: planeación a largo plazo para transmisión - 

generación y contratos de subasta energética, elementos que dependen de la respuesta 

del modelo para poder implementarse. El ámbito regulatorio es un elemento que también 

depende de la precisión del modelo. El implementar regulación depende de cuan alejado 

este la fuente solar de los centros de carga que ocurren desde escalas de miles de 

kilómetros a decenas de metros. 

Figura 3-2: Escalas espacio-temporales y tópicos de estudio en planeación. 

 

Fuente: adaptado de [129]. 

La Figura muestra que existe una relación directa entre la resolución espacio temporal, el 

clima y las decisiones que se soporten en base al modelo que se desarrolla. Es así como 

para una resolución diaria y de menos de 100km se necesita un perfil de datos climáticos 

sintéticos, es decir, un modelo exógeno. Este modelo se integra para resolver problemas 

para seguridad en el suministro de los sistemas FV, generar perfiles de radiación y 

distribución de recurso primario en una región. Para estudios de otros tópicos como 

variaciones en tensión, cambios de frecuencia, armónicos y criterios de interconexión se 

´ 
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necesita una respuesta más precisa por parte del modelo y un estudio geográfico más 

preciso al considerar el movimiento de nubes bajas que causan efectos de sombra en 

tiempos cortos. 

En la siguiente sección, se muestran ejemplos del uso de la estimación de radiación solar 

en un contexto internacional y la aplicación de un estudio de caso en Colombia.  

En la primera parte, se muestra como varios países han puesto en marcha estudios e 

investigaciones donde se pretende estimar en algunos casos y predecir en otros, recurso 

primario para planear sistemas solares, ya sea térmicos o FV. En la segunda parte se 

consideran y muestran elementos de planeación de sistemas FV en el país, las barreras 

que se identifican para la promoción y desarrollo de la fuente solar y finalmente una 

propuesta de predicción solar mediante ML. 

3.2 Uso de la predicción y estimación de recurso solar 
primario como herramienta de decisión en 
planeación: una visión mundial. 

 

Diferentes países apuestan por una transición energética cuyo objetivo es diversificar su 

matriz de generación a fuentes renovables. En un primer escenario, estos países 

desarrollan herramientas ya sea en forma de mapas, o vía web que evalúan y dan idea del 

potencial de recurso primario presente. Con esta información los países generan un plan 

de desarrollo donde está enmarcado su modelo de expansión de generación a largo plazo.  

A continuación, se resumen los principales trabajos que se realizan para estimar y predecir 

radiación solar, en algunos se desprenden elementos asociados a la planeación, en casos 

como: Chile, México, Brasil, Alemania se amparan en legislación gubernamental. 

Para el caso chileno, el modelo usa mediciones en tierra e imágenes satelitales de 

radiación, con el fin de presentar una herramienta denominada Explorador Solar [131]. 

Esta herramienta permite visualizar, vía web, en tiempo real el recurso primario. Se basa 

en un modelo numérico endógeno de transferencia radiactiva empírico, que usa históricos 

de bases de datos e imágenes además de un calculador de índice de sombra. 
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Conjuntamente con este explorador, el Ministerio de Energía chileno presenta elementos 

para el dimensionamiento del sistema fotovoltaico [132] según la región geográfica a 

implementar y el proceso para su posterior integración al sistema eléctrico chileno. 

En México, desarrollan un estudio donde evalúan el potencial del territorio mexicano en 

recurso primario [133], en este trabajo se tiene en cuenta un modelo numérico que usa 

como entrada, temperatura ambiente y coordenadas geográficas. Como resultado se 

obtienen mapas de recurso solar sobre una superficie horizontal. Para cada estado se 

identifica el valor mínimo y máximo del recurso solar y dichos valores se consideran para 

elaborar el mapa que proporciona datos del recurso solar mexicano. En el mismo 

documento con los perfiles por Estado, los autores realizan un análisis de implementación 

de sistemas FV por sector: Industrial y residencial. Este análisis se basa en la tarifa del 

servicio de electricidad y como al desplegar sistemas FV esta tarifa tendrá cambios, 

también proponen en el momento de la instalación de sistemas solares elementos que 

deben cambiar en la regulación actual mexicana para promocionar estos sistemas con 

FNCER. 

En Estados Unidos, con el desarrollo del modelo el objetivo es identificar áreas geográficas 

donde el recurso primario sea alto y así poder instalar un sistema FV. Esta identificación 

está sujeta al área disponible en techo [134]. Para calcular radiación se utiliza una base de 

datos anuales e imágenes satelitales. Debido a que cada estado puede establecer sus 

propios estudios de recurso primario [135], es difícil hacer una revisión de todos. Sin 

embargo, en este estudio hacen la salvedad de ser aplicado en cualquier estado del país. 

Los estudios realizados sugieren un esquema de tarificación que tenga en cuenta al área 

del techo, la radiación promedio mensual y el tamaño del sistema. 

En el caso de Brasil y Alemania los estudios realizados son muy similares en el modelo 

que desarrollan para estimar radiación solar. En el primero, [136] con el uso de la 

herramienta de cuantificación de recurso, se pretende generar una matriz energética 

diversificada. La herramienta usa un modelo que se basa en análisis de imágenes y toma 

de datos en tierra, después de un procesamiento genera los mapas de radiación el cual 

considera latitud y longitud geográfica. En el segundo el trabajo [137] se enfoca en el uso 

de METEOSTAT como herramienta, una combinación de aproximaciones numéricas y 

analíticas que generan el mapa por ciudad Alemana. De este trabajo se derivan dos 
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herramientas: la primera evalúa el desempeño de sistemas FV instalados en una región, 

su respuesta en la red y el segundo una herramienta para calcular el COP, de una planta 

solar térmica. En ambos casos se sugiere un modelo de tarificación diferenciada que 

depende de la radiación incidente en el lugar. 

Trabajos en regiones del mundo como Arabia Saudita [138], Paraguay [139], [140], 

Uruguay [141] y España [142], desarrollan atlas solares que cuantifican potencial solar en 

una región. Estas herramientas permiten consultar valores por mes y año de la radiación 

incidente en un lugar; sin embargo, no toman en cuenta más datos climáticos que tienen 

influencia directa en la estimación de radiación. 

En la Tabla 3–1 se muestra el nombre, el objetivo de la herramienta, el tipo de base de 

datos y el tipo de aproximación. Existen países como Uruguay Paraguay y España que 

usan su herramienta solamente para tener una referencia de cuantificación de recurso 

primario En cambio, en Chile, México y Estados Unidos, van más allá de una referencia y 

con el soporte de la herramienta generan elementos para el dimensionamiento de sistemas 

FV y su posterior integración al Sistema Eléctrico. En Alemania y Arabia Saudita, 

desarrollan planes energéticos de diversificación de la matriz de generación eléctrica con 

base en la herramienta, además de determinar lugares geográficos óptimos y un esquema 

de tarificación dependientes del recurso primario. 

Tabla 3–1: Trabajos desarrollados para estimar y predecir recurso solar primario 

País. Herramienta. Objetivos. 

Datos 

Climáticos 

usados 

Tipo de 

aproximación. 

Chile [131] 
Explorador 

Solar. 

-Estimar potenciales de recurso primario 

chilenos. 

-Calcular la contribución solar mínima 

en el caso de sistemas solares térmicos. 

Endógenos Numérica. 



36 Modelo de pronóstico de radiación solar basado en Machine Learning. 

 

 

 

México [133]. 
Mapa de 

recurso solar. 

-Potencial por estado del uso de 

sistemas FV interconectados para 

diferentes sectores. 

-Analizar el beneficio-costo derivado de 

cada sector estudiado. 

-Determinar impacto de la temperatura 

sobre el desempeño del sistema FV. 

-Revelar nichos de oportunidad que 

tienen los sistemas FV por sector y 

estado. 

Estructurados. Numérica. 

Estados 

Unidos [134]. 
Solar Screening. 

-Evaluación en techo del sistema FV 

según la localización geográfica. 

-Determinar incentivos para proyectos 

que pueden tener una viabilidad 

económica. 

-Determinar la producción de 

electricidad solar mediante simulación 

de sistemas FV. 

Estructurados. Series de tiempo. 

Brasil [136]. BRASIL-SR 

Potenciales regionales de radiación 

solar. 

-Propuesta de regulación en base a 

radiación sectorizada. 

Endógenos. Analítica. 

Alemania 

[137]. 
Heliostat. 

-Determinar radiación solar por 

ciudades. 

-Elaborar esquemas de tarificación 

dependientes del recurso. 

Endógenos. Numérica/analítica. 

Arabia 

Saudita [138]. 

RRMM Solar 

Measurement 

Network  

Determinar lugares geográficos óptimos 

para instalación de sistemas FV. 
Endógeno. Numérica. 

Paraguay 

[140] 

Mapa de 

radiación solar. 

-Determinar potenciales regionales de 

recurso primario. 
Estructurados Numérica 

Uruguay 

[141].  
Mapa solar. 

-Evaluar el potencial solar térmico en 

Uruguay 

-Analizar la factibilidad de su utilización.  

Endógenos. Numérica. 

España [142]. 

MAGICSOL y 

Mapas de 

radiación solar. 

Caracterizar regiones por su recurso 

primario. 
Exógenos. Analítica. 

Fuente: elaboración propia. 
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La Tabla 3–1 muestra que la tendencia de uso para el desarrollo del modelo son las 

aproximaciones de tipo numérico. Usan principalmente relaciones polinómicas entre la 

radiación extraterrestre y la radiación medida en tierra. En cuanto a la base de datos que 

usan los modelos no hay un consenso. Mientras que en [131], [138], [140], [141] su base 

de datos son estaciones meteorológicas en tierra a distintas ubicaciones geográficas, en 

otros casos [133], [134], [142] usan bases de datos de Nasa u otros proveedores externos 

alojados en la web. Otro tipo de modelo usa análisis de imágenes como en el caso de 

[137]. Estos trabajos usan una base de datos de referencia llamada TMY sin considerar 

otros datos climáticos diferentes a radiación promedio anual y temperatura. Estos datos 

alimentan el modelo que se desarrolla como una función de la temperatura y localización 

geográfica. 

En la siguiente sección se muestra el caso de Colombia. Con una reglamentación desde 

2014 y decretos en los siguientes años [13], [143]–[146], se busca la promoción de FNCER. 

De aquí se derivan escenarios de planeación en sistemas FV. Lo primero que se debe 

tener en cuenta es la identificación de elementos que permitan su promoción y sean 

alternativas en toma de decisiones que se basen en análisis de datos. Una de las que 

destaca es el poder cuantificar y predecir recurso primario con el uso de ML a fin de tener 

información de potenciales de desarrollo regional. 

3.3 Estudio de caso: predicción de radiación solar en 
Colombia. 

3.3.1 Elementos a considerar en el caso de sistemas FV. 

 

En Colombia la promoción desde el Estado de FNCER es reciente. En 2014 por medio de 

la promulgación de la Ley 1715 se establece un marco legal de incentivos e instrumentos 

para la promoción de energías renovables al Sistema Interconectado Nacional [13]. 

Si se considera las FNCER y específicamente la solar FV como alternativas energéticas 

es deber considerar impactos en el largo plazo. Este escenario se relaciona con la 
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planeación del sistema para garantizar la atención de la demanda bajo condiciones de 

disponibilidad del recurso primario. 

En un primer momento en el proceso de adopción de energía solar FV como fuente que 

diversifique la matriz colombiana, se hace necesario obtener información de potenciales 

de recurso primario. Según [147] se presentan fallas, una de ellas es la insuficiente 

información antes de instalar un sistema FV, además de la inexistencia de organismos de 

apoyo y la no existencia de un documento maestro. Según este estudio existen tres actores 

implicados en el desempeño de los sistemas FV: confiables, seguros y duraderos. 

La primera, confiables significa que prestarán el servicio para el cual ha sido diseñados y 

dimensionados. Para que esto se cumpla se debe contar con información de potenciales 

de recurso primario a fin de determinar qué zona o zonas geográficas son las que 

presentan mejor desempeño solar FV. El segundo, seguros, significa que no pondrán en 

ningún riesgo ni a usuarios ni a viviendas. Y finalmente, duraderos, es decir que tendrán 

el desempeño esperado por los fabricantes y los usuarios durante todo el periodo de vida 

para el cual fueron fabricados. 

Al igual que en otros países en Colombia existe un atlas de recurso solar [148]. En este 

estudio el modelo de aproximación es de carácter lineal, y toma como base de datos la 

medida de estaciones que dan valores simultáneos de radiación y brillo solar, es decir 

datos endógenos. Además, el dataset usa la medida de estaciones que son 

representativas para cada zona geográfica del país. El objetivo del atlas es mostrar el 

resultado de la disponibilidad de la radiación global y del brillo solar en el territorio nacional.  

Sin embargo, el atlas no considera la variación de recurso primario y la influencia de datos 

climáticos en el cálculo de radiación incidente, esto genera una diferencia en los 

potenciales que se pueden presentar en una región determinada a futuro. Se identifica una 

barrera para el despliegue de sistemas solares FV al no tener certeza de los potenciales 

solares, objetos de posible desarrollo, que se basen en patrones climáticos y poder 

cuantificar recurso primario [14]. 

El estudio que se desarrolla en [14], hace énfasis en la identificación de barreras para la 

integración de sistemas eléctricos a pequeña y mediana escala, que usen FNCER de 
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carácter variable a la matriz energética Colombiana. El estudio presenta un conjunto de 

barreras identificadas para este nicho de oportunidad, dentro de la que resalta el poder 

cuantificar potenciales de desarrollo a fin de obtener información de impactos sobre 

regiones donde seria óptimo instalar sistemas FV. 

La Figura 3-3 muestra la medida del porcentaje de impacto en los aspectos que se evalúan 

al obtener información de potencial de recurso primario. El escenario de planeación ocupa 

aproximadamente el 50 % del impacto, representado por los aspectos Beneficio y 

Facilidad. El Beneficio hace referencia al grado de diversificación de la matriz energética 

si se tienen información de potenciales de desarrollo solar y entrar poco a poco, a 

reemplazar al generador convencional con la misma confiabilidad. Aquí es donde entra el 

segundo aspecto: Facilidad, el cual hace referencia a la reglamentación que debe surgir 

como respuesta a la información de recurso obtenido y la adaptación del sistema de 

generación convencional a uno con generación que se basa en una fuente variable. 

Figura 3-3: Valoración por aspecto en la barrera identificada. 

 

Fuente: adaptado de [14]. 

La otra mitad se reparte entre: los costos, el impacto y la injerencia, que poseen un 

porcentaje menor. El primer aspecto tiene una mayor proporción y un impacto bajo, según 

el estudio, puesto que los costos requeridos para la implementación de soluciones que den 

información de recurso primario, no son altos. En el segundo aspecto, el Impacto es 

moderado, puesto que, si bien existe información de potencial solar, el atlas, no da idea de 
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potencial de recurso variable en periodos intra-horarios, intra-diarios y mensuales, lo que 

refleja una disminución moderada en la viabilidad de implementar el sistema FV al 

desconocer el comportamiento de estos a futuro. Mientras que el último, la Injerencia, hace 

referencia al papel del Estado al obtener información del recurso, el cual es media al tener 

en cuenta que la información de potencial depende de factores externos con alguna 

injerencia del Estado, si bien en Colombia aún no se tiene una metodología que permita 

decidir con base en datos históricos la entrada de una FNCER a la matriz energética 

convencional. 

A continuación, se presenta una serie de consideraciones en la integración de datos 

históricos para la toma de decisiones. Colombia tiene este proceso reglamentado sin 

embargo existen elementos que no están contemplados cuando los datos que se usan son 

escasos o presentan una alta variabilidad. 

3.3.2 Uso de datos históricos para toma de decisiones: 
escenario colombiano. 

 

Un primer acercamiento del uso de datos históricos para tomar decisiones en sistemas FV 

en Colombia lo realizo la CREG por medio de la Resolución 243 de 2016 [15]. 

Esta resolución establece que, para el cálculo de la energía generada por hora en un mes, 

solo se tendrán en cuenta datos de irradiación horizontal y de temperatura ambiente, con 

un histórico igual o mayor a diez años con un timestep mensual (Formatos 23 y 24), 

derivados de una serie temporal que se podrá construir a partir de fuentes secundarias, 

como bases satelitales o uso de imágenes. Estas fuentes secundarias se refieren a bases 

de datos construidas a partir de modelos de aproximación numérica/analítica. 

Actualmente existe un protocolo establecido por el CON [149], para la verificación de la 

serie histórica de datos a usar en el cálculo del ENFICC. Sin embargo, en el protocolo de 

verificación y la metodología presentada no se tiene en consideración el cálculo de 

radiación como un modelo estructurado, su comportamiento no lineal y un horizonte de 

predicción intra-diario. Lo que ocasiona una diferencia en el desempeño de la planta para 

el cálculo de la energía total, en diferentes resoluciones temporales. 
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De aquí que surja la necesidad de cuantificar potenciales de radiación a futuro con el uso 

de ML que tenga en cuenta datos climáticos que caracterizan una región geográfica, a fin 

de poder establecer una metodología que tenga en cuenta variaciones a futuro y el sistema 

esté preparado a estas. Esta propuesta se muestra en la siguiente sección y se desarrolla 

con más detalle en el Capítulo 4. 

3.3.3 Predicción de radiación solar en Colombia mediante ML 
una propuesta al futuro. 

 

En el caso colombiano, para el despliegue de sistemas FV se tienen retos de carácter 

técnico y regulatorio. Dentro de la primera barrera se tiene el cuantificar los potenciales de 

recurso solar primario necesarios para la planeación de un sistema de potencia FV.  

Las ciudades colombianas están ubicadas en diferentes climas, por lo que la radiación 

incidente no es la misma y por ende la planeación de un sistema y los parámetros técnicos, 

cambia. Al poder cuantificar y predecir la radiación es posible determinar la capacidad del 

sistema a fin de dimensionar un sistema que considere elementos geográficos propios. Lo 

anterior, sumado a una regulación que tenga en cuenta datos históricos a fin de generar 

elementos de decisión y evaluación que determinen la variación dependiente del clima, 

permitirá desarrollar una política que permita integrar sistemas FV al SIN. 

La Tabla 3–2 muestra los desafíos que presenta determinar radiación solar en Colombia 

al usar ML. En este análisis se describe cada ítem que se tiene en cuenta de forma general 

propuesto por la literatura para el diseño y desarrollo de un modelo predictivo, además de 

un ítem propio del país asociado con la planeación de sistemas solares FV. 

Tabla 3–2:  Principales desafíos y propuesta a futuro en predicción de radiación 
mediante ML en Colombia. 

Ítem Desafío Sugerencia 

Datos 

climáticos de 

entrada al 

modelo. 

La radiación solar es altamente dependiente de la 

localización geográfica específica. Varía en 

función de la longitud y la latitud incidente. 

Además de ser sensible a cambios en el clima 

(temperatura, nubosidad, humedad entre otros).  

Para determinar que dato o datos son los que 

tienen mayor peso en la determinación de 

radiación y por lo tanto deben ser la entrada del 

modelo. Se sugiere desarrollar una etapa de pre-

procesamiento con un algoritmo de aprendizaje 

que identifique relaciones entre entrada/salida. 
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Tipo de 

técnica o 

técnicas ML a 

desarrollar. 

En la revisión de la literatura se encuentra que 

existen variedad de algoritmos ML usados en 

predicción. Pero estos dependen de varios 

parámetros: región de aplicación, costo 

computacional y recursos disponibles para 

desarrollarlo. Se encuentran predictores unitarios 

e híbridos, según sea el caso de aplicación. 

Desarrollar un modelo híbrido, dividido en varias 

etapas: pre-procesamiento, entrenamiento, 

validación y prueba. Se busca identificar las 

fortalezas de cada etapa para mejorar la 

precisión de aplicación y hacer al modelo 

sensitivo a cambios en la localización geográfica 

colombiana.  

Horizonte de 

predicción. 

La predicción se puede hacer de forma: intra-

horaria, 24-h, día siguiente, mes siguiente. 

Depende en gran medida del dataset climático de 

entrada y del timestep de toma de datos. La 

variabilidad en el horizonte de predicción también 

depende del esquema de mercado que se tenga 

implementado en la región, pues este relaciona la 

cantidad de energía que se puede despachar a 

un determinado tiempo. 

Verificar dataset de entrada y las bases de datos, 

confiables. Si existen datos faltantes en el 

periodo de tiempo es importante desarrollar una 

etapa de preprocesamiento cuyo objetivo es 

mejorar y refinar la entrada de datos al modelo. 

Además se debe tener en consideración una 

base de datos con tiempo de toma diaria u 

horaria, para su aplicación al diseño del mercado 

Colombiano. 

Asociados a 

la planeación. 

1) Actualmente no existe en el país una 

regulación o elementos de decisión 

basados en datos históricos que permitan 

planear y desarrollar sistemas FV. 

2) El Ministerio de Minas, la Unidad de 

planeacion Minero Energética (UPME) 

deben adquirir el conocimiento y las 

herramientas tecnológicas para realizar 

pronósticos de radiación con una 

resolución de minutos, horas, día, semanal 

y mensual para que sean usados en la 

planeación al tener en cuenta localización 

geográfica. 

1) Desarrollar una herramienta que permita 

acoplar los resultados de predicción de 

radiación solar la normatividad y regulacion. 

Ademas, logre caracterizar las regiones 

geográficas por la cantidad de radiación 

incidente. 

2) Colombia tiene ciudades ubicadas en climas 

variados y es deber del Gobierno Nacional, 

garantizar el suministro de energía a cada 

ciudad. La alternativa para predecir 

radiación con el uso de datos climáticos y 

ML es en consideración a modelos 

numéricos y las que usan procesamiento de 

imágenes, más aceptable, dado las bases 

de datos existentes donde se tiene en 

cuenta localización geográfica.  



 

4 Capítulo 4. 

 

El diseño del modelo ML híbrido es un proceso que pasa por la 

construcción de cada etapa. Desde la etapa de clasificación-

agrupamiento, estimación-predicción y tratamiento del error, hasta la 

escogencia de la base de datos que hará de entrada al modelo. En 

cada etapa las técnicas ML escogidas están determinadas por criterios 

previamente establecidos. El modelo se evalúa en escenarios de 

simulación aplicados al clima colombiano al dar una predicción de 

recurso primario que depende del clima y de la ubicación geográfica. El 

modelo se valida al usar métricas propias del ML, con un especial 

énfasis en las fuentes de error. La interpretabilidad del modelo se 

aborda desde un punto de vista de generación de concepto a partir de 

la respuesta del modelo. 
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4.1 Modelo de predicción de radiación solar basado en 
Machine Learning. 

4.1.1 Generalidades en el diseño del modelo. 

 

Estudios previos muestran que existen numerosas técnicas ML, que se usan en las 

diferentes etapas del desarrollo de un modelo predictivo. Según estos estudios no existe 

aún un estándar de aplicación de técnicas dentro de las etapas asociadas al modelo para 

predicción de recurso primario debido en gran parte a la variabilidad geográfica del clima 

y la divergencia de resultado entre una y otra. El uso de ML en el desarrollo del modelo 

predictivo, conlleva el escoger la técnica o técnicas que serán implementadas en las etapas 

del proceso de modelamiento, estos criterios y la evaluación de las técnicas se resumen 

en la Tabla 4–1. 

Tabla 4–1:  Clasificación de predictores unitarios por medio de criterios establecidos. 

Fuente: elaboración propia. 

La Tabla 4–1 muestra los predictores simples que son mayormente usados en predicción 

de recurso primario [32]. Los predictores son comparados en términos de su 

comportamiento en manejo de datos de alta no linealidad, el uso de múltiples entradas, 

menor incertidumbre, flexibilidad al cambio de entrada y desviación que presentan al 

compararlos con sus similares. Además de eso se tiene en cuenta el horizonte de 

predicción, definido como tiempo a futuro en el que se desarrollará la predicción, criterio 

que también depende del dataset. 

Si se desea aprovechar el alto desempeño de las técnicas en las diferentes etapas del 

modelo se propone que sea de tipo híbrido. Este modelo surge como resultado de la 
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combinación de dos o más predictores unitarios. Este modelo aprovecha las fortalezas en 

comportamiento individual a la luz de los criterios establecidos y la baja desviación 

asociada a la predicción [11], [74], [113], [150]. Con estos elementos, la siguiente sección 

muestra la estructura del modelo híbrido que se propone desarrollar en el trabajo de 

investigación. 

4.1.2 Estructura del modelo. 

 

El modelo híbrido que se propone en el trabajo de investigación debe ser consecuente con 

la Figura 2-4. Debe ser capaz de procesar y agrupar el carácter no lineal y de alta 

variabilidad que presenta el clima colombiano. A continuación, se presentan las etapas que 

tiene el modelo que se desarrolla: 

Pre procesamiento y agrupación: para esta etapa se escoge Fuzzy Logic. Su capacidad 

para encontrar tendencias dentro de los datos, manejo de múltiples entradas y ser capaz 

de clasificar la información climática del cielo y datos en tierra en diferentes tipos de día: 

soleado, nuboso y lluvioso, y las combinaciones que se derivan de los mismos [65], [109] 

hacen que sea una técnica idónea para clasificar el variante clima colombiano. 

Estimación: Para esta etapa se consideran los predictores NN y SVM, en una 

combinación. Ambos predictores son capaces de capturar la naturaleza de alta no 

linealidad presente en la radiación y su baja desviación en la predicción. La flexibilidad de 

la combinación hace posible tener en cuenta consideraciones geográficas (latitud, longitud) 

dentro del modelo. En el caso de NN resulta primordial su capacidad de manejo de más 

de 3 variables a la entrada, encuentra relaciones entre los datos climáticos y su ubicación 

geográfica y luego inyecta ese perfil en SVM quien hace la predicción de recurso [77], 

[109], [151]. 

En la Figura 4-1 se muestra la estructura del modelo propuesto. Se destacan tres 

componentes principales que confirman el modelo. El primero es la etapa de clasificación 

y agrupamiento, el segundo es la etapa de predicción y el tercero es la etapa de tratamiento 

del error asociado a la predicción. 
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El modelo ML en una evaluación de los criterios establecidos, debe ser capaz de capturar 

alta no linealidad, manejar más de 5 datos a la entrada y flexibilizar su respuesta según 

sea la ciudad de estudio, esto al tener en cuenta la geografía de aplicación y su divergencia 

en respuesta entre una y otra región de estudio. Adicional a lo anterior el modelo debe ser 

preciso y exacto.  

El primer aspecto está relacionado con el horizonte de predicción y la resolución espacio 

temporal a la cual se da la respuesta a futuro, lo que brinda tópicos de estudio según sea 

la precisión del modelo, para el modelo que se desarrolla en este trabajo. Según la Figura 

3-2, se ubica en resoluciones espacio-temporales altas lo que permite abordar tópicos que 

se relacionan con la cuantificación en generación, estabilidad del sistema y desarrollo de 

documentos maestros. La exactitud, el segundo aspecto, está ligada con la desviación en 

la respuesta y el grado de correlación entre la predicción y el dato medido. 

Figura 4-1: Modelo ML propuesto en el trabajo de investigación. 

 

Fuente: elaboración propia. 

El modelo que se diseña tiene etapas. En la primera etapa agrupamiento y clasificación se 

hace uso de un algoritmo Fuzzy. Este algoritmo tiene la capacidad de clasificar de mejor 
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manera las variables de entrada cuando se presenta una alta variabilidad de los datos 

climáticos, como es el caso del clima colombiano. La clasificación se realiza al definir 

variables lingüísticas y reglas de tipo condicional "si-entonces". Las variables de tipo 

lingüístico son: nuboso, lluvioso y soleado. Las reglas logran capturar las variaciones de 

clima al tener en consideración la relación de datos climáticos e índice de claridad, como 

precursora de la radiación total incidente. Se generan las funciones de membresía 

necesarias donde se clasificarán los valores a medida que ingresen al modelo, y cambia 

las reglas de acuerdo a entradas de datos nuevas. La Figura 4-2, ilustra los componentes 

del clasificador Fuzzy que se usa en el modelo.  

Figura 4-2: Componentes del clasificador Fuzzy Logic. 

Fuente: adaptado de [152]. 

Este clasificador está basado en el modelo de Mamdani y el método Ishibuchi de factores 

ponderados que se usan ampliamente en tareas de clasificación [152]. Este modelo se 

denomina sistema lingüístico o descriptivo. Se construye a partir de etapas de fuzzificación, 

conocimiento e inferencia. En la primera etapa se transforma las entradas en valores 

lingüísticos. La etapa de conocimiento se compone de una base de datos y la base de 

reglas. La etapa de inferencia realiza las operaciones de estimación de funciones de 

membresía y las relaciones entre el dato de entrada, y la regla "si-entonces". La etapa final 

de defuzzificación, produce valores numéricos a partir de los valores lingüísticos. 
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Para la etapa de predicción se combina las técnicas NN y SVM. El segundo se usó en un 

principio como clasificador, pero la tendencia actual es usarlo como un predictor dada su 

fuerte capacidad de generalización y tratar datos no lineales. En el trabajo de investigación 

se desarrolla esta técnica debido a buena adaptación a los datos. También se tiene en 

cuenta que se ha reportado ampliamente su utilización en la literatura como predictor de 

recurso primario. El rendimiento de la técnica pasa por un parámetro importante el cual se 

conoce como función kernel, constituyente central del modelo SVM. 

El kernel es una característica en las SVM que permite asignar las variables de un espacio 

de menor dimensión a uno de mayor dimensión. Para el modelo, el kernel que se desarrolla 

es de NN con un componente geográfico. Este núcleo no lineal añade dimensiones 

adicionales a los datos para crear una separación y poder predecir recurso primario. El 

objetivo de NN es agregar nuevas características geográficas, latitud y longitud que tienen 

correlaciones entre los datos climáticos medidos. En la Figura 4-3 se muestra esta etapa 

del modelo, donde se considera el predictor SVM, el kernel asociado y la salida. 

Figura 4-3: Componentes del predictor principal híbrido. 

 

Fuente: elaboración propia. 

La etapa de predicción con SVM inicia al estimar un mapeo (𝜙) de los datos de entrada 

dentro de un espacio de mayor dimensión definido por la función kernel. Esta función 

retorna el producto interno entre las imágenes de dos puntos de datos. El aprendizaje se 
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lleva a cabo en el espacio de características y los puntos de datos solo aparecen dentro 

de productos internos con otros puntos. Según la teoría si se utiliza una proyección 𝛷: 𝑋 →

 𝐻. Donde 𝑋 es el vector de datos de entrada y 𝐻 el hiperplano de separación. El producto 

interno de puntos ⟨𝛷(𝑥)|𝛷(𝑥′)⟩ se puede representar mediante una función kernel k, que 

se muestra en la Ecuación 4-1 [153]: 

𝑘(𝑥, 𝑥′)  =  ⟨𝛷(𝑥)|𝛷(𝑥′)⟩.         (4-1) 

Una vez que se establezca la función kernel tipo NN es posible trabajar en espacios de 

cualquier dimensión sin volver a hacer el proceso de caracterización. Esto se sustenta en 

la capacidad de las NN de capturar múltiples entradas que podrían aplicarse directamente 

a otros datos sin la necesidad de un proceso de extracción de características. 

Las redes neuronales, que se usan en el desarrollo del modelo son de tipo BP, con una 

capa oculta para procesamiento de datos. Esta red recibe los datos de longitud y latitud, 

de ahí que se denomine, kernel geográfico, conjuntamente con los seis datos climáticos 

que se presentan en la Tabla 4–4. La máquina de soporte vectorial ha recibido previamente 

los tipos de día clasificados por el algoritmo Fuzzy y encuentra una relación entre estos 

tipos de día y los datos climáticos. Por medio de un algoritmo BP, la red calcula los pesos 

de cada entrada, los pondera, relaciona en la capa oculta y establece una correspondencia 

entre ellos. Los pasa a SVM el cual genera el hiperplano de separación y los vectores de 

soporte mediante el producto interno entre los datos de menor dimensionalidad y mayor 

dimensionalidad. 

Al final determina valores de radiación total incidente como resultado de la predicción. A 

continuación, se muestra escenarios de simulación y comportamiento del modelo al 

considerar ciudades colombianas con un perfil de clima diferente. 
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4.2 Bases de datos de recurso solar usadas en 
aplicaciones energéticas: aplicaciones y conceptos 
generales. 

 

El proceso de cuantificar y predecir recurso primario depende de los criterios que se 

expusieron anteriormente y además de la base de datos climática que se utilice, puesto 

que esta nutrirá el modelo. En esta sección se muestran elementos y consideraciones a 

tener en cuenta en la escogencia de la base de datos ya que de ella y de la calidad de los 

mismos dependen las etapas de entrenamiento, agrupamiento y prueba. 

Para escoger el dataset se tienen en cuenta la calidad y seriedad del desarrollador de la 

misma. Al usar una base de datos de calidad los valores de predicción tendrán una menor 

incertidumbre asociada [135], [154], [155]. A continuación, se muestran los criterios que se 

debe tener en cuenta para la escogencia de la base de datos que ingresaran al modelo. 

4.2.1 Consideraciones a tener en cuenta en la escogencia de 
una base de datos. 

 

Cada lugar geográfico tiene un único perfil de recurso solar que varía continuamente 

según, la hora, el día, la estación y el año. Además, como se ha observado la radiación 

depende de otros parámetros climáticos, lo que la hacen altamente variable y con un perfil 

de alta no-linealidad [32]. 

Desafortunadamente, en Colombia no existe información de potenciales para desarrollar 

plantas de energía solar FV [14] que considere el efecto del clima y referenciación 

geográfica en el comportamiento del recurso primario. Si estos proyectos se planean lo 

hacen bajo la base de un conjunto de datos publicados y distribuidos por agencias 

gubernamentales o por agencias privadas en la proximidad del lugar geográfico donde se 

quiera implementar el sistema FV. 

Para los sistemas de energía solar FV la variabilidad de recurso primario representa la 

mayor incertidumbre en la evaluación del rendimiento a futuro en una planta de electricidad 
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FV. Para tratar de minimizar estos efectos se deben tener en cuenta tres aspectos que 

relacionan los datos de recurso solar en el proceso de modelado y planeación de un 

proyecto solar [156]. 

1) Datos de recurso primario con un histórico de 10 años para la selección del sitio 

durante los estudios de factibilidad. 

2) Cuantificación de potencia generada por la planta, valor que se usa en el diseño y 

posteriormente en estudios económicos de la planta. 

3) Medición en tiempo real y pronóstico de operación de planta FV aislada y red, 

según sea el caso. 

 

El trabajo de investigación se centra en el primer factor. Conlleva la selección del sitio y su 

comportamiento en términos de cuantificación de recurso primario que depende de 

variables climáticas propias. Al seleccionar el sitio de planeación se incluyen propiedades 

geográficas, climáticas, uso de la tierra, acceso a la red y proximidad a los centros de 

demanda. El histórico de información juega un papel crucial, los patrones climáticos 

cambian de un año a otro y se requieren muchos años de datos para verificar que las 

condiciones de irradiación y datos climáticos sean confiables. Para este propósito, los 

conjuntos de datos climáticos que cubren más de 10 años se consideran necesarios para 

la selección y estimación de comportamiento de radiación en el sitio [156]. Este periodo de 

tiempo se justifica al tener en cuenta la actualización de normales meteorológicas dentro 

de los datos medidos. 

En Colombia la resolución CREG 243 de 2016 establece una metodología para el cálculo 

de ENFICC para plantas de generación solar FV [15]. A partir de un estudio previo que se 

desarrolla para esta resolución se concluye que un histórico temporal de 10 años, o mayor 

duración en resolución horaria con datos de GHI y AT, es necesario para calcular Energía 

en Firme a largo plazo. Este es un primer acercamiento al uso de series históricas para 

toma de decisiones y calculo aplicado en planeación [157]. 

Según las etapas del proceso de planeación en un sistema FV, los requerimientos de 

información y bases de datos pueden ser diferentes en términos de cantidad, incertidumbre 

admisible y resolución temporal-espacial. Mediciones in situ resultan la mejor fuente de 
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información para caracterizar el clima local; sin embargo, debido a la existencia de vacíos 

en la información a largo plazo y con el fin de cumplir con requerimientos de información 

de calidad del recurso es posible combinar mediciones en sitio con fuentes secundarias de 

información. Se define fuentes secundarias de información como fuentes de datos 

construidas a partir de modelos observaciones satelitales o modelos numéricos [149]. 

Existe una serie de recomendaciones para la escogencia de la base de datos a usar. 

Debido a la existencia de gran variedad de bases de datos reportadas en la literatura se 

hace necesario que cumpla una serie de requerimientos, según sea el escenario de 

aplicación. En la Tabla 4–2 se muestra un resumen de requerimientos que debe cumplir la 

base de datos según sea el escenario de aplicación. 

Tabla 4–2: Requerimientos del dataset a usar según aplicación. 

Requerimiento / Aplicación Académico Política 
Información de 

potencial 
Negocios 

¿Es el dataset validado por mediciones in situ? 

¿Con información y documentación pública? 
Si Si Si Si 

¿Es el dataset validado independientemente o 

su validación está basada en un protocolo 

disponible? 

No Si Si Si 

¿Se hace necesario una resolución espacial de 

10X10 km o mejor? 
No Si Si Si 

¿Se hace necesario un histórico de 10 años o 

mayor? 
No No Si Si 

Fuente: adaptado de [158] 

El término académico hace referencia al uso del dataset en actividades educativas y de 

sensibilización, se excluye la toma de decisiones. Es por esto que solo se hace necesario 

tener validaciones en tierra, debido a la recomendación de IRENA para validar y refinar la 

información proveniente de fuentes secundarias [158]. 

El término política hace referencia a la base de datos que se usa en actividades que 

implican toma de decisiones, pero sin tener en consideración compromisos financieros. 

Estos conjuntos de datos se pueden utilizar para abrir el debate en políticas de alto nivel 

(identificación de áreas de oportunidad, evaluación preliminar de potenciales técnicos) o 

para realizar evaluaciones de mercado. En conjunto los términos Información de potencial 

y negocio son las aplicaciones donde los dataset que se usen para estas actividades 

necesitan que se cumplan mayor número de indicadores. Esto es debido a que las dos 
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actividades se centran en toma de decisiones, la primera no toma a consideración 

compromisos financieros, la segunda los tiene en cuenta para el desarrollo a futuro de 

plantas solares que entran a operar en la red, de lo que se deriva los costos que incurrirá 

la planta y derivados económicos que resulten [156]. 

Junto con estos requisitos se debe tener en cuenta elementos propios de la base de datos 

a usar. Entre estos elementos se tiene: tiempo de histórico, resolución temporal, unidades 

de medida, cubrimiento espacial, resolución espacial, elementos de datos y fuentes de los 

mismos, timestep y disponibilidad. Estos elementos se evalúan en la siguiente sección 

donde se muestran las bases de datos que se usan en dimensionamiento de sistemas FV 

y cuantificación de recurso primario. 

4.2.2 Características y propiedades de bases de datos 

usadas en cuantificación de recurso solar. 

 

Esta sección muestra las bases de datos disponibles que brindan información de recurso 

solar y datos climáticos, además de los criterios de selección para el trabajo de 

investigación desde el punto de vista de su conformación. Por simplificación se muestran 

en la Tabla E–5 solo las que tienen una disponibilidad global. 

Los datos de recurso solar y climáticos de diferentes fuentes deben tener en consideración 

para su escogencia [156]: 

Histórico: las normales climáticas se basan en 30 años de datos meteorológicos. Pero el 

periodo promedio de 30 años se actualiza cada 10 años, de ahí que un periodo histórico 

aceptable, al tener en cuenta esta variabilidad sea 10 años. 

Resolución temporal (timestep): El timestep va desde segundo, minuto, hora, diario 

promedio por año/hora que es el usado normalmente para cuantificar distribución de 

recursos. 

Unidades de medida: las unidades de medida de los datos preferiblemente deben darse 

en el Sistema Internacional (SI). 
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Cubrimiento espacial: desde una estación única hasta una región geográfica de muestra 

global (mundial). 

Resolución espacial: Las mediciones en tierra son específicas del sitio, las estimaciones 

de fuentes secundarias pueden ser representativas de una cuadricula de 10𝐾𝑚 𝑋 10𝐾𝑚. 

Elementos de la base de datos y fuentes de medida: Se recomienda que la radiación 

tenga disponibilidad de los 3 componentes de la misma, además que tenga detalle de la 

forma como se modelaron, midieron o produjeron los datos. 

Disponibilidad: Hace referencia a si la base de datos es de dominio público, de pago o 

por licencia. 

Las bases de datos que son reportadas por la literatura son diversas [156], [159]. Existen 

bases de datos que se concentran solamente en datos de radiación, total o en sus 

componentes, otras en cambio tienen un registro de variables climáticas de tipo 

estructurado. Además la forma como miden las variables es un punto importante a 

considerar, no se recomienda el uso de bases de datos que hagan uso de interpolaciones 

para encontrar datos faltantes [160]. Según el reporte se recomiendan observaciones 

satelitales y de entidades reconocidas como NASA, IRENA, IEA.  

Existen estudios previos en Colombia donde plantean el tener en consideración un dataset 

con histórico de radiación y temperatura ambiente [149], [157], [158], sin embargo en esta 

investigación se optó por considerar una base de datos tipo estructurada y así determinar 

relaciones entre datos climáticos y radiación en la entrada y posteriores etapas del modelo 

ML. La base de datos será para aplicación académica y política en términos de obtener 

información preliminar de recurso. 

En la siguiente sección se analiza la base de datos a usar en el diseño del modelo, sus 

características y metodología de medición de datos climáticos. 
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4.2.3 Base de datos a usar en el desarrollo del modelo. 

 

Como se ha mencionado en este documento, existen varias bases de datos reportadas en 

la literatura por lo que la escogencia de una no es una tarea fácil. Conlleva la evaluación 

de varios aspectos y el objetivo para el que será usada. Estas bases de datos son de 

fuentes reconocidas, así pues la calidad del dataset ha pasado por un proceso de 

evaluación bajo estándares establecidos para el manejo, recolección y medición de la 

información [158], [161]. 

A los criterios de uso Académico y Política, se añaden los criterios: disponibilidad de 

acceso libre a la base de datos y datos de modelo tipo estructurado. En la Tabla 4–3 se 

muestra el comportamiento de las bases de datos frente a estos criterios de selección 

establecidos. 

Tabla 4–3: Cumplimiento de requisitos de bases de datos. 

Base de  

datos/ indicador 

Validado por 

mediciones 

en tierra y 

con 

información 

documentada 

Validación 

basada en 

un 

protocolo 

disponible 

Resolución 

espacial de 

10X10 km 

Histórico 

de 10 

años o 

mayor 

para 

Colombia 

Datos de 

medida tipo: 

estructurados 

Accesibilidad 

libre 

Unidades de 

medida en 

Sistema 

Internacional 

CERES SYN1deg. Sí Sí No No Sí 
Sí 

(con registro) 
Sí 

PowerViewer. Sí Sí No Sí Sí Sí Sí 

Fuente: elaboración Propia 

El principal argumento para la escogencia de una base de datos pasa por el tipo de datos 

que se usarán en el modelo como entrada, el histórico necesario que cumpla con las 

recomendaciones y el acceso libre. 

Para el desarrollo del trabajo de investigación se ha escogido la base de datos 

PowerViewer de NASA, si bien no tiene una resolución espacial de 10𝑥10𝑘𝑚, posee datos 

estructurados validados por mediciones en tierra y documentación suficiente de su 

desarrollo. La base de datos tiene cubrimiento en todo el territorio nacional y su interfaz 

está pensada para integrarla con soluciones solares de tipo térmico, o de 

dimensionamiento fotovoltaico. Posee un histórico desde 1980 al presente en todos los 
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datos. Esta base de datos es sucesora del proyecto MERRA 2 de la NASA. Además de lo 

anterior la base de datos es libre y pensada específicamente para investigaciones 

académicas del comportamiento de radiación [162]. En la Tabla 4–4 se muestran las 

características de la base de datos para cada variable de medición. 

Tabla 4–4: Características de los datos medidos en PowerViewer. 

POWER Release 8. 

Parámetros disponibles en una malla geográfica de 55𝑘𝑚𝑥55𝑘𝑚. 

Parámetro Unidades RMSE (%) R2 Abreviatura 

Radiación a cielo 

abierto. 
𝑊/𝑚2 5.44 0.95 

ALLSKY_SFC_

SW_DWN 

Temperatura media º𝐶 2.29 0.96 T2M 

Temperatura mínima º𝐶 3.05 0.93 T2MMIN 

Temperatura máxima º𝐶 3.16 0.95 T2MMAX 

Humedad relativa % 12.06 0.61 RH2 

Precipitación diaria 𝑚𝑚/𝑑í𝑎 6.81 0.23 PRECTOT 

Presión atmosférica. 𝐾𝑃𝑎 2.82 1.00 PS 

Velocidad del viento 𝑚/𝑠 1.65 0.55 WS10M 

Fuente: adaptado de [162] 

Se muestra que el RMSE en la medición, para todos los sitios el proveedor garantiza que 

esta al rededor del 5%, una medida aceptable si se tiene en cuenta que será usada en un 

ejercicio académico-político y se tiene en consideración que en Colombia los datos de este 

tipo son escasos [156], [157]. En los demás datos se tiene en promedio un RMSE de 

alrededor del 6 %. Se muestra también el coeficiente de correlación entre los datos 

medidos en tierra y los datos satelitales, en algunas variables como Temperatura, 

radiación, punto de rocío y humedad relativa los datos son altamente correlacionados, 

según el reporte de desarrollo, debido a las mediciones en tierra históricas que se usaron 

para cubrir los faltantes del satélite [162]. 

El tener la fuente de datos que alimentará el modelo, en la siguiente sección se presenta 

el modelo ML, sus etapas, simulaciones realizadas y comportamiento en escenarios de 

ejemplificación. 
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4.3 Simulación y comportamiento del modelo. 

4.3.1 Regiones de estudio. 

 

Colombia, dada su posición geográfica tiene una gran variedad de climas y pisos térmicos 

que van desde el nivel del mar hasta las nieves perpetuas. En este trabajo de investigación 

al hacer uso de la base de datos climática PowerData [162] serán escenarios de simulación 

y ejemplificación del desempeño del modelo. Bases de datos de seis ciudades localizadas 

en Manizales (Caldas), Leticia (Amazonas), Puerto Gaitán (Meta), Tumaco (Nariño) y 

Barranquilla (Atlántico). La información geográfica de cada ciudad escogida se presenta 

en la siguiente tabla: 

Tabla 4–5: Información geográfica de las ciudades de estudio. 

Ciudad Departamento Latitud Longitud Elevación. 

Manizales Caldas 5.06261º -75.50859º 2200 m.s.n.m 

Leticia Amazonas -4.20989º -69.94039º 96 m.s.n.m 

Puerto Gaitán Meta 4.25291º -71.64399º 149 m.s.n.m 

Tumaco Nariño 1.80331º -78.77759º 2 m.s.n.m 

Barranquilla Atlántico 11.00031º -74.81019. 18 m.s.n.m 

Fuente: elaboración propia. 

La elección de estas ciudades pasa por el hecho de encontrarse en diferentes regiones 

geográficas. Es así como hay clima de montaña representado por Manizales, selva 

amazónica representada por Leticia, el Llano Colombiano, Puerto Gaitán, y las costas 

pacífica y atlántica, Tumaco-Barranquilla. Al cambiar la localización geográfica cambian 

los datos climáticos y el perfil de día. El modelo debe ser capaz de capturar esta 

variabilidad geográfica y climática y ser capaz de dar una predicción de recurso primario. 

Para las ciudades mencionadas se cuenta con un total de 3865 observaciones 

correspondientes al promedio diario de datos climáticos de la Tabla 4–4 en un periodo de 

tiempo de más de 10 años, desde el 01/01/2008 hasta el 31/07/2018.  



58 Modelo de pronóstico de radiación solar basado en Machine Learning. 

 

 

 

De este conjunto de datos, en todas las ciudades se usa aproximadamente el 70 % (2700) 

para entrenamiento y el 30 % (1165) restante para prueba. De los datos de entrenamiento: 

se reparte un 40 % para entrenar las reglas Fuzzy y un 60% para NN.  

Para ejemplificar la diferencia de parámetros geográficos se muestra, en la Figura 4-4, la 

radiación incidente horizontal en cada ciudad de estudio en el tiempo de muestreo. 

Figura 4-4: Descripción de la radiación solar horizontal en las ciudades de estudio. 

Fuente: elaboración propia. 

El perfil de radiación de las ciudades de estudio es totalmente diferente como 

consecuencia de su ubicación geográfica. El clima de Leticia presenta un valor promedio 

menor de recurso primario que las otras ciudades debido a la temporada de lluvias que se 

extiende más de lo normal en el tiempo, por lo general de 5 a 6 meses en el año.  A pesar 

de ser ciudades costeras Tumaco y Barranquilla presentan diferencias significativas debido 

a los vientos de la corriente de Humboldt y corrientes frías que cruzan la costa pacífica. 

Los vientos y cúmulos de aire caliente de la costa atlántica hacen que el perfil de radiación 

cambie considerablemente [163]. 

 ´ 
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El estudio de las correlaciones entre la radiación solar horizontal y otros datos climáticos 

es un elemento importante como etapa previa al desarrollo del modelo. Este estudio 

permite una caracterización del clima por ciudad y muestra qué variables están más 

correlacionadas que otras con la radiación solar. La Figura 4-5 presenta los diagramas de 

correlación entre la radiación incidente y seis datos climáticos. Los representados en color 

oscuro presentan una correlación positiva, mientras que los rojos representan una 

correlación negativa. 

Figura 4-5: Gráficas de correlación de radiación diaria y datos climáticos desde 
01/01/2008 hasta 31/07/2018. 

 

Fuente: elaboración propia. 

El coeficiente de correlación refleja la asociación y el sentido de la asociación entre dos 

variables mediante métodos cualitativos. En este trabajo se desarrolla la correlación 

mediante el coeficiente de Pearson. Este coeficiente trabaja sobre la diferencia y la 

covarianza de dos variables, como se muestra en la Ecuación 4-2.  

𝑟 = 𝐶𝑜𝑟𝑟(𝑥, 𝑦) =
𝐶𝑜𝑣(𝑥,𝑦)

𝜎𝑥𝜎𝑦
        (4-2) 
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Donde 𝜎𝑥𝜎𝑦 indican la desviación estándar de los datos 𝑥, 𝑦. El coeficiente de correlación 

maneja un intervalo de valores [-1,1]. Los valores extremos indican una correlación lineal 

perfecta, mientras que valores cercanos a cero indican una baja correlación. 

En la Figura 4-5 se muestra una tendencia en la cual el coeficiente de correlación no es 

una herramienta de inferencia adecuada, debido a su variabilidad entre ciudades.  

Los perfiles climáticos de selva (Leticia), Llanura (Puerto Gaitán) y Costa Atlántica 

(Barranquilla) presentan una similitud al evaluar la correlación de la humedad con la 

radiación incidente, el perfil de este dato es similar para los tres tipos de geografía. Sin 

embargo, en los demás datos no es posible hacer ningún tipo de tendencia ni similitud 

dado la variabilidad de perfil de ciudades. Este aspecto es evaluado por las reglas de la 

etapa Fuzzy lo que permite inferir el tipo de día que depende de los datos climáticos y no 

del coeficiente de correlación asociado a la ciudad de estudio. 

El rango del coeficiente de correlación y los datos climáticos por ciudad se presenta en la 

Tabla 4–6. La radiación solar presenta una alta correlación con el índice de claridad en 

todas las ciudades, esto se debe a que por definición el índice de claridad es una medida 

precursora de la radiación incidente en una superficie [21].  

Tabla 4–6: Coeficientes de correlación entre radiación solar incidente y parámetros 
climáticos para las ciudades de estudio. 

Datos 

climáticos 

Ciudades 

Manizales Leticia 
Puerto 

Gaitán 
Tumaco Barranquilla 

PRECTOT -0,2608 -0,2368 -0,3450 -0,0332 -0,3260 

RH2M -0,4992 -0,3745 -0,3962 -0,0345 -0,3648 

PS 0,0576 -0,1553 -0,3092 -0,0361 -0,0214 

T2M 0,4061 0,3159 0,2898 0,1981 0,0956 

WS10M -0,0337 0,0406 0,3045 -0,3463 0,2797 

KT 0,9431 0,9604 0,9643 0,9796 0,8742 

Fuente: elaboración propia. 
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La anterior tabla muestra que existen datos climáticos con una correlación positiva, caso 

de Índice de Claridad y Temperatura a dos metros para todas las ciudades, en mayor grado 

para la primera que para la segunda. 

Al tener en cuenta los datos climáticos del proveedor se evalúan los valores de correlación. 

El Índice de claridad (KT) para todas las ciudades al alto, lo que significa que el dato puede 

usarse como seguidor confiable en la tendencia de valores de radiación solar. La 

precipitación y humedad total se correlacionan fuertemente entre ellas. Estos datos 

presentan un perfil similar al correlacionarlas con el recurso primario, el valor negativo en 

correlación hace que ambas tengan una relación inversa en todas las ciudades, es decir, 

a mayor precipitación y humedad, menor es el valor de radiación incidente. 

Para el clima de montaña (Manizales) y costa pacífica (Tumaco), a diferencia de las otras 

ciudades, la velocidad del viento tiene una relación inversa con la radiación. En la primera 

ciudad, esto se debe al movimiento de masas de nubes, formadas en la cordillera, que son 

desplazadas por el viento donde está ubicada la ciudad lo que interfiere con la radiación 

incidente. En la segunda se debe al flujo de corrientes marinas que vienen desde el sur del 

continente lo que hace que la AM sea de mayor valor lo que dispersa la radiación en las 

longitudes de onda que la componen. Para otros datos, el coeficiente varía de tal manera 

que no es posible hacer una generalización de los datos que son adecuados a la entrada 

del modelo ni mucho menos inferir el tipo de día. 

El comportamiento del modelo se ejemplifica en la siguiente sección que muestra el 

comportamiento de las etapas al tener en cuenta datos de diferentes zonas geográficas. 

4.3.2 Escenarios de simulación del modelo. 

 

El modelo de predicción híbrido ML se aplica en las 5 ciudades mencionadas. En primer 

lugar, se aplica el clasificador Fuzzy, luego la red neuronal y la máquina de soporte 

vectorial combinadas. El dataset se trabaja previamente para no generar tendencias y 

sobreajustes a un determinado perfil de día en los años de estudio. Es así como se toman 

acciones antes que los datos entren al modelo: 
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• Se recomienda que el archivo de trabajo sea tipo CSV, dada su capacidad de 

tratamiento y refinamiento. 

• Se ordena de forma aleatoria las filas del dataset para una ciudad determinada. 

• Se ordenan los datos climáticos por columnas en el orden de la Tabla 4–4. 

• Si existiere datos faltantes, la sugerencia del proveedor es suplirlos con el promedio 

diario según sea el caso [162]. 

• Se construye el modelo con el uso del Software R. 

En la primera etapa, clasificación y agrupamiento, tipo Fuzzy. Se debe tener en cuenta 

ciertas características propias de la etapa: que se hayan definido previamente variables de 

tipo lingüístico, funciones de membresía, y peso de cada regla. 

En esta etapa se excluye de la entrada a la radiación incidente en una superficie horizontal, 

puesto que se quiere clasificar el día según el índice de claridad, este da información de la 

nubosidad en un sitio determinado [21]. En la Figura 4-5 la correlación entre la radiación y 

el índice de claridad es cercano a uno, lo que indica que es posible representar un dato en 

términos de otro. La etapa Fuzzy implementa el método Ishibuchi (FRBCS.W) el cual se 

basa en aproximaciones de división del espacio. Se divide el dataset en etapas de 

entrenamiento y prueba. Un 85 % de los datos hacen las veces de entrenamiento y el 15% 

restante es usado para prueba. 

El método Fuzzy del modelo puede manejar diferentes formas de la función de membresía, 

pero según la literatura la función triangular es la que mejores resultados muestra en 

aplicaciones de predicción climáticas [11], [65], [164], [165]. Su fortaleza se debe a su 

capacidad de capturar los elementos lingüísticos y combinarlos para crear el agrupamiento, 

sin intervalos de confusión. La función triangular se representa por cuatro números. El 

primero, representa la forma de la función: triangular y los tres últimos los puntos de corte 

del triángulo. Las funciones 𝑡 − 𝑛𝑜𝑟𝑚 y 𝑠 − 𝑛𝑜𝑟𝑚 son propias del motor de inferencia, las 

cuales representan valores mínimos y máximos estandarizados. En esta etapa no se 

normaliza los valores de entrada puesto que el método Ishibuchi realiza esta acción. 

ZADEH, hace referencia a la función de implicación para generar la consecuencia del 

condicional "si-entonces". Esta es la función por defecto del paquete. La Tabla 4–7 resume 

los parámetros de operación de la etapa de clasificación. 
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Tabla 4–7: Resumen de parámetros en la etapa de clasificación para todas las ciudades 
de estudio. 

Tipo de modelo 

Fuzzy. 

Tipo de función de 

membresía. 

Tipo de método  

t-norm. 

Tipo de método  

S-norm. 

Tipo de función de 

implicación 

FRBCS.W Triangular Standard t-norm. Standard s norm ZADEH 

Fuente: elaboración propia. 

La etapa divide los datos de entrenamiento (entrada) y la salida (índice de claridad) en 

espacios iguales para conformar las regiones difusas lluvioso, nuboso y soleado. La 

longitud de las regiones difusas depende en gran manera del número de variables 

lingüísticas. Para generar las reglas "si-entonces" la etapa calcula para cada dato un valor 

lingüístico y un valor máximo, luego calcula el ponderado de ese valor. El proceso se repite 

para cada dato en el espacio de entrenamiento. En la Figura 4-6 se muestra la clasificación 

realizada por la etapa Fuzzy. 

Figura 4-6: Comportamiento del clasificador Fuzzy en las ciudades de estudio. 

 

Fuente: elaboración propia. 
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Para ciudades como Manizales y Tumaco la combinación de reglas hace que la tendencia 

de estas ciudades sea un clima lluvioso, mientras que para Puerto Gaitán y Leticia sea 

nuboso con tendencia a lluvia. La ciudad de Barranquilla genera reglas que permiten inferir 

que su tipo de clima es nuboso-soleado. 

Para la siguiente etapa, la implementación del predictor. Lo primero es construir el kernel 

que está conformado por una red NN, el algoritmo BP y capa oculta neuronal. En esta 

etapa se requiere una normalización de los datos para evitar que la diferencia de medida 

y rango interfiera con el cálculo de pesos y correlación de variables de entrada. 

La red neuronal recibe seis datos climáticos de entrada, adicional a la longitud y la latitud 

de la ciudad. La red neuronal, con perceptron y función de activación tipo sigmoide, calcula 

los pesos de cada variable y da una respuesta. El número de capas ocultas que se escoge 

pasa por el número que mayormente se encontró en la literatura, debido a que no hay un 

consenso general, la capa tiene siete neuronas ocultas. La función de este kernel es 

considerar la variación geográfica con la clasificación de tipo de día que se desarrolla 

previamente y aumentar la dimensión del espacio de datos a consideración de la existencia 

de escasez de los mismos. El kernel no lineal genera variables que se obtienen a través 

de la inclusión de un hiperplano que separa los valores de entrada y desarrolla el producto 

interno entre los vectores de soporte. 

Los parámetros del modelo de regresión SVM, se representan en la Tabla 4–8. Se muestra 

el valor 𝜀 de tolerancia a la penalización de errores, el cual depende de la función kernel 

para dejar pasar o no un valor con una cota de error. Este valor cambia en todas las 

ciudades, pero en Tumaco alcanza su mayor valor, esto se debe a que el modelo no logra 

capturar del todo el perfil climático de la ciudad y por lo tanto debe permitirse un perfil con 

error mayor. La máquina de soporte vectorial relaciona los tipos de día con los demás datos 

climáticos. Al considerar un hiperplano no lineal de separación de datos es posible que el 

modelo capture las variaciones geográficas del clima colombiano y dé una respuesta 

predictiva un día al futuro como horizonte de predicción. 

 

 



Capítulo 4. 65 

 

 

Tabla 4–8: Resultados del modelo SVM en las ciudades evaluadas. 

Ciudad 

Parámetro 

𝜺 
Vectores de 

soporte 

Valor 

Función 

objetivo 

Error de 

entrenamiento 

Manizales 0.3 1770 -367,481 0.1133 

Puerto Gaitán 0.2 1439 -463,437 0,3014 

Leticia 0.17 1646 -233,756 0,0472 

Tumaco 0.5 1553 -1005,469 10.61 

Barranquilla 0.21 2215 -743,441 0.2165 

Fuente: elaboración propia. 

En el caso de los vectores que soportan el hiperplano de regresión, no existe una tendencia 

que permita concluir que el número de vectores dependa de uno u otro parámetro climático. 

El cambio se debe principalmente a la ubicación geográfica variable que presenta 

sensibilidad tanto en la tolerancia del error como en los vectores de soporte. Los valores 

de la función objetivo son variables, esto se presenta debido a la divergencia entre los 

vectores que soportan el hiperplano por ciudad y que son determinados por el kernel 

geográfico. En Tumaco se presenta el menor valor de esta función asociado a un error 

mayor, esto permite inferir que el modelo en región pacifico no captura adecuadamente las 

variaciones de clima. Cabe aclarar que dos ejecuciones del modelo no dan los mismos 

resultados, pero si una tendencia de valores por ciudad. Esto se debe a la etapa no lineal 

de la red neuronal y cálculo de producto interno en el predictor SVM. 

En la siguiente sección se presenta la validación del modelo. Este proceso se desarrolla al 

tener en cuenta métricas estadísticas que evalúen el grado de cohesión entre los datos 

que el modelo predice y los datos medidos. 
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4.4 Validación del modelo. 

4.4.1 Consideraciones iniciales en la validación del modelo. 

 

La validación de un modelo ML se puede considerar como un proceso asociado a los 

resultados en la predicción. En general, el proceso, mide que tan bueno resulta el modelo 

propuesto en la evaluación de su precisión y exactitud.  

Una de las primeras aproximaciones para validar modelos de predicción de recurso 

primario, hace referencia a la validación de predictores unitarios y su comportamiento 

pueda ser utilizado como referencia [32]. En la validación de estos predictores se utiliza un 

modelo de persistencia. En este modelo se compara el resultado de la predicción con el 

último dato conocido y de ahí determinar el grado de desviación. Al aplicar el modelo de 

persistencia a resultados de modelo ML híbrido se presentan retos debido al número de 

etapas del modelo y persistencia en cuestión no es capaz de determinar la precisión de la 

respuesta. 

Debido la naturaleza del modelo ML (estocástico/estadístico) no se acepta solamente una 

métrica de validación [166]. La respuesta del modelo depende en gran medida de las 

etapas del modelo y las técnicas que las componen, ubicación, el timestep de la base de 

datos, el horizonte de predicción, lo que hace difícil evaluar la calidad de un pronóstico a 

partir de la aplicación de una sola métrica.  

Según [167] para establecer parámetros de confiabilidad con objetivo de validar la 

respuesta de pronóstico en modelos ML es necesario realizar más trabajo que utilice más 

casos de prueba, datos y modelos a fin de lograr una visión más global y estándar de todas 

las situaciones posibles. Lo anterior refleja el poco consenso que existe entre los autores 

sobre las métricas que se usan en validación de modelos ML. 

De estos retos surgen aportes para la validación de modelos que usen ML para predicción 

[168], [169]. Según los autores el proceso de validación debe ser integral al evaluar 

rendimiento en diferentes escenarios de pronóstico (p. Ej. cambiando posiciones 

geográficas) con un conjunto común de datos de prueba y con el mismo número de 
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entradas al modelo. Adicional a esto se propone el uso de métricas estadísticas como el 

MSE, R, MBE, MAE y MAPE [99], [170]. Las tablas:Tabla B–2 y Tabla C–3 muestran la 

utilización de estas métricas en la validación y evaluación de desempeño de modelos 

reportados en la literatura. La primera tabla valida predictores unitarios lo que sirve como 

referencia para la comparación con el modelo que los autores proponen. En la segunda 

tabla, se compara el modelo que desarrollan los autores con predictores híbridos y 

unitarios. En estos trabajos se evalúa el comportamiento entre uno y otro predictor. Las 

tablas muestran el bajo consenso en la literatura que existe en la aplicación de una u otra 

métrica. Sin embargo, la tendencia indica el uso de RMSE, MSE y coeficiente de 

correlación. 

Para este trabajo de investigación se utilizan en la validación del modelo las siguientes 

métricas de tipo estadístico: 

1. El Coeficiente de Pearson (𝑟) como encargado de establecer la correlación entre 

el valor predicho y el valor observado, se mostró al lector anteriormente en la 

Ecuación 4-2. 

2. El error cuadrático medio (MSE) utiliza el cuadrado de la diferencia entre los 

valores observados y predichos. Se muestra en la Ecuación 4-3. Donde 𝑁 es el 

número de datos para el período considerado. 

 

 𝑀𝑆𝐸 =
1

𝑁
∑ (𝑅𝑎𝑑𝑖𝑎𝑐𝑖ó𝑛𝑝𝑟𝑒𝑑𝑖𝑐ℎ𝑎,𝑖 − 𝑅𝑎𝑑𝑖𝑎𝑐𝑖ó𝑛𝑚𝑒𝑑𝑖𝑑𝑎,𝑖)

2𝑛
𝑖=1    (4-3) 

Esta métrica penaliza en alto grado los datos faltantes y es el parámetro que busca 

minimizarse con las etapas de preprocesamiento y entrenamiento. 

El MSE puede ser descompuesto en la estadística de Theil [171] para ayudar a revelar las 

fuentes del error. Estas fuentes se dan en términos de sesgo, varianza, 𝑦 covarianza. 

El sesgo, 𝑈𝑀, mide que tanto difieren los valores promedio de los datos simulados y 

medidos, se muestra en la Ecuación 4-4. 

𝑈𝑀 =
(𝑅𝑎𝑑𝑖𝑎𝑐𝑖ó𝑛𝑝𝑟𝑒𝑑𝑖𝑐ℎ𝑎

̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅−𝑅𝑎𝑑𝑖𝑎𝑐𝑖ó𝑛𝑚𝑒𝑑𝑖𝑑𝑎
̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅)

2

𝑀𝑆𝐸
      (4-4) 
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La varianza, 𝑈𝑆 ,mide el grado de coincidencia entre la estimación del modelo y el grado de 

variabilidad en el valor medido. Este parámetro puede ser un indicador de error sistemático, 

se muestra en la Ecuación 4-5: 

𝑈𝑆 =
(𝑆𝑝𝑟𝑒𝑑𝑖𝑐ℎ𝑎−𝑆𝑚𝑒𝑑𝑖𝑑𝑎)

2

𝑀𝑆𝐸
        (4-5) 

La covarianza, 𝑈𝐶, mide el error no sistemático, es decir, el error que queda después de 

evaluar las desviaciones del promedio y varianza. Según [171] esta porción de error es la 

menos problemática de las tres. Un error no sistemático sugiere que un evento exógeno 

influyo en el comportamiento del modelo y cambio su respuesta, se muestra en la Ecuación 

4-6: 

𝑈𝐶 =
2(1−𝑟)(𝑆𝑝𝑟𝑒𝑑𝑖𝑐ℎ𝑎𝑆𝑚𝑒𝑑𝑖𝑑𝑎)

𝑀𝑆𝐸
        (4-6) 

Las cantidades 𝑈𝑀 , 𝑈𝑆 y 𝑈𝐶 representan la proporción de cada una dentro del error en el 

MSE. Se debe cumplir que las sumas de las tres proporciones representen el MSE total, 

como lo muestra la Ecuación 4-7. 

𝑈𝑀 +  𝑈𝑆 + 𝑈𝐶 = 1         (4-7) 

3. La raíz del error cuadrático medio (RMSE) es más sensible a las variaciones 

bruscas en los resultados de la predicción y por lo tanto es adecuado para 

aplicaciones donde los errores de menor valor son más tolerables y los errores más 

grandes causan costos des proporcionadamente altos, según [28], [32] es la 

métrica de confiabilidad más utilizada. Se muestra en la Ecuación 4-8. 

 

𝑅𝑀𝑆𝐸 = √𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑅𝑎𝑑𝑖𝑎𝑐𝑖𝑜𝑛𝑝𝑟𝑒𝑑𝑖𝑐ℎ𝑎,𝑖 − 𝑅𝑎𝑑𝑖𝑎𝑐𝑖𝑜𝑛𝑚𝑒𝑑𝑖𝑑𝑎,𝑖)

2𝑛
𝑖=1  (4-8) 

Las anteriores métricas son propicias para validar la respuesta del modelo al evaluar la 

exactitud, debido a su capacidad de capturar desviaciones entre los datos de predicción y 

prueba, calcular los pesos de cada error y poder así identificar las fuentes de desviación 

en las ciudades evaluadas [170]. 
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4.4.2 Resultados de la validación del modelo propuesto. 

 

Según [171] se considera que, en términos de probar la validez de un modelo, este debe 

tener rendimiento predictivo y ser capaz de pronosticar en diferentes escenarios de prueba. 

Lo que evalúa el rendimiento es el grado de exactitud. Si a mayor exactitud el modelo 

conduce a conclusiones diferentes, es decir, la generación de un modelo sobre ajustado a 

un determinado conjunto de datos refleja una disminución en la capacidad de encontrar 

tendencias cuando sea evaluado en un conjunto diferente. Un caso paralelo se presenta 

en una baja exactitud del modelo. Los resultados en este caso no pueden ser confiables y 

no darán elementos de peso en las decisiones asociadas a los resultados del modelo lo 

que se verá reflejado en malas decisiones e interpretaciones erróneas. 

Para la validación del modelo propuesto se utilizan las métricas estadísticas descritas 

anteriormente y la herramienta gráfica diagramas de dispersión. Según [32] es una 

herramienta válida para la presentación de los resultados del modelo. Las fortalezas de 

esta herramienta gráfica están enmarcadas en mostrar la correlación entre dato medido y 

predicho, revelar sesgos y desviaciones sistemáticas según las condiciones de radiación, 

además de mostrar el rango de las desviaciones que están relacionadas con los 

pronósticos. Se resalta el hecho de que al ser un modelo híbrido se valida la respuesta 

total del modelo y no por etapas individuales [32]. 

En la Figura 4-7 se muestra el diagrama de dispersión del modelo por ciudad. 
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Figura 4-7: Diagrama de dispersión del modelo en las ciudades evaluadas. 

 

Fuente: elaboración propia. 

En general, la figura muestra que el rendimiento del modelo es aceptable al lograr capturar 

la no linealidad del recurso primario, manejar las entradas al modelo, y flexibilizar el 

desempeño del mismo al ser evaluado en distintas ciudades con ubicación geográfica 

diferente. 

La etapa Fuzzy, funciona en todas las ciudades clasificando y aportando a SVM perfiles 

de día que se traducirán en valores de radiación según sea el día. En Manizales y Puerto 

Gaitán la tendencia es que los valores de radiación representen días lluviosos y soleados, 

es así como valores de radiación intermedios que tienen directa relación con perfiles de 

radiación medios no se representan En Barranquilla el perfil de radiación tiene valores altos 

y el modelo es capaz de dar respuesta a una tendencia de día nuboso-soleado 

característica de esta región. En Tumaco el comportamiento del modelo no es el mejor, la 

correlación disminuye, lo que aumenta la dispersión, en parte debido al cambio de capa 

de aire lo que hace que la radiación se descomponga en sus longitudes de onda y el 



Capítulo 4. 71 

 

 

modelo no pueda capturar esa variabilidad. La etapa de pre procesamiento y NN cumplen 

el objetivo de segmentar el dataset y encontrar patrones para que SVM haga la predicción. 

Para ciudades como Manizales, Leticia y Barranquilla se observa una fuerte correlación. 

Las métricas de validación estadística para las ciudades evaluadas se muestran en la 

Tabla 4–9. Se muestra el comportamiento del modelo en las ciudades a la luz de las 

métricas estadísticas descritas anteriormente: coeficiente de Pearson, sesgo, varianza, 

covarianza, RMSE y MSE. 

Tabla 4–9: Valores de métricas del modelo evaluado en ciudades. 

Ciudad 𝒓 𝑼𝑴 𝑼𝑺 𝑼𝑪 ∑ 𝑼𝑴 + 𝑼𝑺 + 𝑼𝑪 𝑹𝑴𝑺𝑬 𝑴𝑺𝑬 

Manizales 0,937 0,00781082 0,00677162 0,986269 1,00085235 0.0480485 0.0023086 

Leticia. 0,958 0,00708421 0,00214435 0,991624 1,00085297 0.0446628 0.0019947 

Puerto 

Gaitán. 
0,963 0,03978723 0,00260174 0,958436 1,00082497 0,0987763 0,0097567 

Tumaco. 0,481 0,02433792 0,68385410 0,292646 1,00083812 0,7167485 0,5137284 

Barranquilla 0,913 0,07505674 0,01250164 0,913236 1,00079450 0,0686814 0,0047171 

Fuente: elaboración propia. 

En la medida de la correlación, el modelo se caracteriza por su robustez en la predicción 

de recurso en las ciudades evaluadas, dado que está cercano a la unidad, lo que indica 

una fuerte correlación, en la mayoría de estas. Salvo en Tumaco, según los valores de las 

métricas el modelo tiene un desempeño menor en el clima pacífico, esto se debe a que no 

es capaz de captar la fuerte variabilidad del recurso, relacionado con corrientes de aire 

cálidas que vienen del sur, lo que se traduce en una baja correlación.  

En relación con el sesgo, 𝑈𝑀, el valor en todas las ciudades es pequeño, lo que indica que 

no existe error sistemático entre el modelo y los datos de prueba e indica que el parámetro 

de predicción está correctamente reflejado en el modelo. Esto es positivo ya que evidencia 

la no existencia de problemas internos en parámetros específicos al cálculo de pesos y 

tendencias en las etapas que conforman el modelo.  

Al evaluar, 𝑈𝑆, en las ciudades evaluadas, se encuentra un valor bajo. Se infiere que el 

error no es sistemático en estas ciudades y el modelo puede predecir correctamente el 
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recurso primario. En Tumaco, en cambio, el valor es el más alto, lo que pone en 

consideración un error sistemático del modelo al determinar perfil de radiación para la 

ciudad y compromete la exactitud del mismo. Una baja correlación está relacionada, en 

esta ciudad, con un alto error sistemático. Este tipo de error compromete el diseño del 

modelo. De ahí se infiere que no es lo suficientemente robusto en la etapa de clasificación 

y estimación para capturar la variabilidad de recurso de esta ciudad dado sus parámetros 

geográficos, lo que se evidencia en el valor de error de entrenamiento que muestra la Tabla 

4–8. 

Si bien el valor de 𝑈𝐶 , es alto, este valor no sugiere que este comprometida la capacidad 

del modelo para dar resultados de predicción de recurso. Este error es de tipo no 

sistemático-aleatorio; es decir, sugiere que un evento exógeno (RMSE de medición del 

dataset, histórico de base de datos) influyó en el comportamiento del modelo. Este tipo de 

error no evidencia un modelo débil, por el contrario, no está dentro del alcance del modelo 

el pronosticar basándose en parámetros externos de tipo aleatorio. Si lo hace se podría 

anular el propósito para el que está destinado el modelo. 

En la siguiente sección se aborda la Interpretabilidad del modelo, como un concepto 

integrador y que conecta los resultados del modelo con el dominio en que el humano pueda 

entender. 
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4.5 Interpretabilidad del modelo. 

 

"Cuando se crea un equipo humano + ML, la parte difícil no es el modelo ML. Ni siquiera 

es el "humano". Es el +" adaptado de [172]. 

La anterior premisa pone en consideración el hecho en que el diseño y posterior desarrollo 

de un modelo ML, la integración humano/máquina es un proceso difícil enmarcado en 

encontrar la integración de una interpretación que conlleve a emitir un concepto de lo que 

el modelo muestra como resultado. 

Según [173] define interpretación de un modelo ML como el mapeo de un concepto 

abstracto en un dominio que el humano puede entender. 

Este concepto plantea que el dominio es un estadío del resultado del modelo ML que puede 

o no ser fácilmente comprensible y manejable por el ser humano. Ejemplo de dominios que 

se pueden interpretar son las imágenes o textos. Un humano puede mirarlos y leerlos 

respectivamente. Pero existen otros que son difíciles de interpretar como los espacios de 

vectores o dominios compuestos por entidades de entrada no documentadas. P.Ej. 

Secuencias de palabras, valores de radiación, clasificación climática.  

Lo anterior expuesto plantea que el ser humano debe ser capaz de establecer elementos 

que se integren en pro del desarrollo de un concepto en el conocimiento derivado del 

resultado de un modelo ML. Para el desarrollo de este concepto, [174] abre dos vertientes. 

La primera es el concepto destinado a reemplazar a los humanos y la segunda destinado 

a mejorar el desempeño humano en las tareas.  

Es en este segundo punto de vista, que denomina ortopédico, es donde se ubica el modelo 

que se diseñó y desarrolló en la tesis de investigación. El modelo de predicción de recurso 

primario está destinado a colaborar con los humanos (planeadores solares, comunidad en 

general), y como tal, deben ser competente tanto en la tarea en cuestión, predicción, como 

en la comunicación con los humanos. 

Al generar perfiles de radiación solar y tendencias en la medida de recurso primario el 

modelo permite que sus resultados sean una herramienta en la identificación de 
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potenciales regiones geográficas donde se garantice capacidad de reservas energéticas y 

la estabilidad del sistema al tener un recurso primario estimado al futuro al usar una fuente 

energética variable. 

Por lo tanto, para considerar que el modelo ML sea exitoso como elemento para el apoyo 

a la planeación, debe proporcionar información relevante para la toma de decisiones, en 

este caso zonas geográficas donde el recurso solar sea de mejor perfil que en otros, pero 

también debe comunicarse a una velocidad adecuada y de una manera que permita a un 

receptor humano acceder a sus fortalezas a partir de la intuición y el razonamiento. 

Sin embargo, muchas veces acceder a las fortalezas del modelo e interpretarlo para traer 

el concepto al caso práctico conlleva retos. Fuertes argumentos recientes [173], [175]–

[177], no encuentran consenso en la medida general de la Interpretabilidad de un modelo 

ML híbrido. En estos trabajos el modelo que diseñan lo interpretan de forma ligada a 

conceptos propios de los predictores unitarios. Los cuales, mediante un proceso de 

abstracción matemática fundamentado desde las funciones de generación de los 

predictores, intentan establecer técnicas para interpretar un modelo tipo NN, Fuzzy o SVM 

unitario. 

Surge entonces la cuestión de dar un concepto de medición en Interpretabilidad de un 

modelo. Hasta ahora en lo que coinciden los autores como medida de Interpretabilidad es 

en la representación gráfica de la respuesta que se obtiene del modelo y la descripción 

analítica de los mediante el análisis de la desviación, análisis de errores y las limitaciones 

en diseño del modelo al capturar o no ciertos eventos en las etapas que conforman el 

mismo. 

En el modelo que se diseña en el trabajo de investigación se desarrolló un análisis desde 

métricas estadísticas para mostrar el desempeño y respuesta del modelo. Se muestran en 

las tablas: Tabla 4–8 y Tabla 4–9 los resultados del estimador predicador y del desempeño 

del modelo. La Figura 4-7 muestra los perfiles de radiación por ciudad en forma de mapeo 

del valor predicho/medido, una figura válida en términos de interpretación puesto que de 

esta figura el planeador puede generar un concepto de la medida de radiación (alta-media-

baja), tendencias al futuro sobre fluctuaciones del recurso y ser capaz de determinar los 

perfiles de radiación por ciudad y tomar decisiones. 
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5 Conclusiones y futuros desarrollos. 

 

5.1 Conclusiones generales. 

 

• Se propuso un modelo que tuviera en cuenta las condiciones geográficas de 

Colombia para cuantificar-predecir recurso primario, como una contribución al 

desarrollo y visibilidad de técnicas computacionales, que serán tomadas como 

herramientas de ayuda en la toma de decisiones. El reto es, es generar espacios 

de visibilidad para el uso de ML en un clima tan variado como el colombiano. 

 

• Se diseñó un modelo de pronóstico de radiación solar basado en Machine Learning 

que presenta los siguientes atributos: 

-Topología de predictor híbrido. 

-Implementación de etapas de clasificación-agrupamiento (Fuzzy Logic) y 

estimación (SVM+NN). 

-Fuzzy Logic, es robusto al no ser excluyente y poder hacer intersecciones de las 

funciones de membresía en clasificación.  

-SVM presenta fortalezas en cuanto al manejo de datos a la entrada, alta no 

linealidad y la posibilidad de geolocalizar la estimación al manejar componente 

geográfico (kernel NN). 

-Inclusión de una función kernel (NN) dinámica que aporta en la predicción de 

recuso primario dependiente de la localización geográfica. 
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• Se elaboró el estado del arte donde se identificó la evolución al abordar el problema 

en la predicción de recurso primario y la solución que presenta la literatura con el 

uso de predictores ML. 

 

• Se estableció criterios de selección de técnicas los cuales están ligados a las 

condiciones geográficas en particular. Estos criterios evalúan: 

-Tratamiento de la no-linealidad del recurso. 

-Comportamiento al usar múltiples entradas. 

-Baja desviación e incertidumbre 

-Horizonte de predicción variable. 

-Flexibilidad del modelo. 

5.2 Futuros desarrollos. 

 

Son muchas las direcciones en las que este trabajo se puede continuar. Entre las que 

destaca, la inserción en el modelo de aspectos de predicción a corto plazo: análisis y 

comparación de rendimiento del modelo al considerar diferentes bases de datos para 

comprobar su validez y la inserción en la planeación de estrategias computacionales en la 

toma de decisiones. 

La Figura 5-1 muestra los temas que se sugieren como trabajo futuro. 

  



78 Modelo de pronóstico de radiación solar basado en Machine Learning. 

 

 

 

Figura 5-1:  Diagrama de flujo como sugerencia de trabajos futuros. 

 

Fuente: adaptado de [128]. 

Se sugiere incluir en el modelo variables de tipo económico en base al recurso primario 

predicho. Para la variable económica el Costo Nivelado de Energía, LCOE, es la 

herramienta sugerida para decidir si en base a su potencial energético una región 

geográfica determinada podría a largo plazo producir electricidad solar y diversificar la 

matriz eléctrica. En el aspecto del cálculo de energía en firme el modelo podría ser una 

herramienta para insertar el comportamiento de la planta al tener en cuenta datos distintos 

a radiación y temperatura y así caracterizar el país en regiones solares productivas, las 

cuales darán una idea de potencial y brindaran información del comportamiento del recurso 

primario.  

El desarrollo de este trabajo de investigación presenta una oportunidad de acercamiento a 

largo plazo para predecir recurso solar a través de los datos. El reto es aplicar técnicas ML 

en corto plazo para analizar efectos en la red en corto tiempo. Las variaciones en tensión 

y frecuencia del sistema FV dependen del clima con una resolución espacio-temporal fina 

y deben ser analizados para proponer escenarios de previsión a fin de minimizar efectos 

adversos en tensión y frecuencia del sistema al integrar fuentes variables no síncronas.  
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Según [178, p. 70] los efectos adversos en tensión, corriente y frecuencia conllevan a retos 

operativos en Colombia, ya que el sistema debe ser lo suficientemente flexible para atender 

esta variabilidad y atender la demanda de forma segura, confiable y económica. Por estas 

razones, se hace necesario contar con sistemas que permitan pronosticar la generación 

de las plantas en diferentes horizontes del planeamiento operativo, así como determinar 

la incertidumbre asociada con estos pronósticos. 

La seguridad del sistema es un punto importante que debe integrar técnicas ML a fin de 

minimizar la incertidumbre en la seguridad del sistema y prever la entrada de plantas FV 

con el fin de garantizar el suministro eléctrico. 

Las técnicas ML a corto plazo pueden ayudar en la predicción de la demanda a una escala 

temporal de minutos lo que ayudaría en la toma de decisiones respecto a la viabilización 

de sistemas FV en zonas aisladas o implementar sistemas híbridos de energía. Respecto 

a este tópico otro aspecto en el que el ML sería una herramienta de soporte es el 

desarrollar tendencias por regiones de demanda y de ahí se deriva la planeación 

geográficamente distribuida de sistemas FV. 

Por último, la inserción de técnicas ML en la toma de decisiones para planeación presenta 

un reto en los planes de expansión de cobertura en Colombia. Conocer el histórico de una 

región y determinar cuál es su potencial de recurso primario ayudará a tomar mejores 

decisiones en aspectos económico, de inversión y social. 

5.3 Difusión académica. 

El trabajo de investigación se ha puesto en consideración de la comunidad académica 

mediante: 

• Primera Feria Exposolar, Medellín, Colombia, mayo, 2017. Ponencia: 

"Comparación de desempeño de un sistema fotovoltaico autónomo teniendo en 

cuenta datos climáticos y predicción de un perfil de recurso solar". 

• XI Simposio Internacional de Calidad de la Energía Eléctrica, SICEL, 

Bucaramanga, Colombia, noviembre, 2017. Ponencia: "Comparación metodología 
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para pronosticar capacidad de generación de energía fotovoltaica basado en datos 

climáticos". 

• XII Semana ambiental "Ciudades y territorios sostenibles", Popayán, Colombia, 

abril, 2018. Ponencia: "Predicción de radiación solar mediante Machine Learning". 

• Desarrollo del curso: “Machine Learning y sus aplicaciones”, Manizales, Caldas. 

Julio, 2018. Curso impartido a estudiantes del semillero del grupo E3P de la 

Universidad Nacional de Colombia Sede Manizales. Se aplicaron técnicas ML a 

soluciones que ejemplificaban el uso de estos en determinadas situaciones. 

• Publicación de artículo: “Comparación metodología para pronosticar capacidad de 

generación de energía fotovoltaica basado en datos climáticos”. En la Revista 

SICEL de la Universidad Nacional de Colombia, 2017 [179]. 

• Articulo: “Solar Radiation Prediction Using Machine Learning Techniques: A 

Review”, enviado a la revista IEEE Transactions Latín América. En revisión, 2018. 

 



 

 

A. Tabla de avances y desafíos en 
aproximaciones numéricas-
analíticas. 

Tabla A–1: Avances y desafíos en aproximaciones numéricas-Analíticas. 

Referencias Aportes Desafíos 
Tipo de 
datos de 
entrada 

[25], [27] 

Introducción de una 

función de densidad que 

hace las veces de 

aproximación. 

No determina el valor de las demás 

entradas considera una sola (radiación) en 

el modelo 

Utiliza reconstrucción solar en intervalos 

predefinidos. 

Al usar la diferencia de radiación entre 

cielo despejado y radiación actual, la 

desviación aumenta en horizontes de 

predicción largos. 

Exógenos 

[38] 

Primera aproximación 

para separar 

componentes de 

radiación. 

Considera la topografía 

del terreno como factor 

que cambia el modelo 

desarrollado. 

Mejorar precisión en superficies irregulares. 

Considerar nubes como cuerpos estáticos. 
Endógeno 

[42] 

A partir de históricos de 

una ciudad predice 

radiación en 4 ciudades. 

Primeros trabajos donde 

se hace pre 

Desviación con datos medidos superior al 

20% en la estimación por hora. 

En predicción anual no estima de forma 

precisa los valores de radiación. 

Correlación entre datos muy baja, 

aproximadamente del 60% 

Estructurado 
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procesamiento a los 

datos de entrada. 

Aproxima el valor de 

radiación por medio de 

funciones.  

[180] 

Usa relación de 

coeficientes para eliminar 

el efecto de la elevación. 

Clasificación de días: 

Soleado o nuboso. 

En la estimación horaria 

desviación es alrededor 

5% 

Dataset limitado realiza pronósticos por 

intervalos. 

Usa percentiles que dividen el dataset en 2 

subconjuntos. 

Sin pre procesamiento de datos iniciales 

Estimación anual desviación del 16% 

Exógenos 

[181][182] 

Considera coeficientes 

que relaciona 

numéricamente la 

energía incidente y la 

localización geográfica. 

Se amplía el modelo de 

Angstrom. 

Tiene en cuenta la altitud 

de la localidad. 

Comportamiento constante lineal. 

Modelo Tierra-Sol, depende mucho de 

ángulos astronómicos de difícil calculo 

Endógeno 

[183][184] 

Tiene en consideración 

el efecto de las nubes en 

el desarrollo del modelo. 

Investiga la frecuencia de 

nubosidad en el cielo. 

Modelo subestima valores en invierno y los 

sobreestima en verano. 

Basado en 22 modelos de banda óptica lo 

que genera ruido en el modelo total. 

Modela una región 3D que lo hace 

computacionalmente demandante. 

Endógeno 

[154][47] 

Evaluación de flujo 

global de Sol, frecuencia 

de distribución de 

radiación local. 

Muestra la variación 

estacional del recurso 

solar. 

Permite modelar la 

probabilidad anual para 

estaciones. 

Modelo solo aplicado localmente. 

Coeficientes de relación calculados para la 

misma ciudad de prueba 

Endógeno 
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[22][23], [24] 

Busca correlaciones 

entre datos no 

considerados en 

modelos anteriores. 

Considera las nubes 

como datos que influyen 

con su movimiento en la 

radiación incidente. 

Con grandes capas de nubes la precisión 

del modelo decrece. 

Modelo que depende 100% de la 

localización. 

Exógenos 

[44][185]–[188] 

Comienzo de modelos 

híbridos. 

Explora correlaciones 

entre días. 

Nubosidad como 

parámetro de entrada. 

Etapas de pre y post 

procesamiento de 

resultados. 

Computacionalmente demandante. 

En horizontes < 1h se presenta una 

desviación mayor. 

Mejorar precisión al mejorar pixeles de 

resolución de imagen. 



 

B. Tabla de trabajos representativos 
que usan predictores ML unitarios. 

Tabla B–2: Lista de trabajos representativos relacionados con predicción de radiación 
donde usan predictores ML unitarios. 

Referencia 
Criterio de 

evaluación 

Tipo de datos de 

entrada 
Resultado 

[28] RMSE Exógeno 
NN>AR>GP>SVR>SC-

Persistencia>Pers 

[29] RMSE Exógenos 
SVR RBFN>SVR poly>>Fuzzy 

Linear Regression 

[51] 
RMSE/MBE Estructurado 

NN> modelos de regresión 

lineal 

[70] 
rRMSE Exógeno 

SVM>modelos basados en 

temperatura 

[54] RMSE/MBE/M

APE 
Exógeno MLPNN>HMM-10>RBFNN 

[75] RMSE Endógeno k-means>LR 

[62] RMSE/MBE Endógeno NN>NWP 

[64] RMSE/MBE Endógeno Fuzzy>Regresión Lineal >NWP 

[66] RMSE-R Estructurados Fuzzy Genetic>ANN>ANFIS 

[57] RMSE Endógeno NN>Regresión lineal > ARIMA 

[58] MBE/RMSE Endógeno ARIMA> función GHi 

[60] 
MBE/RMSE Exógenos 

ARMA eq MLP > 

Bayesian>Markov 

[102] 
MAE Endógeno 

BP-M>LVQ-U>LM-

M>ARIMA>NWP. 

[80] RMSE Estructurado RBFN>ML 

[83] MAPE Exógenos ANN>Angstrom 

[86] rRMSE Endógeno NN>ANFIS>AR>CI 
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[87] RMSE Endógeno NN>AR>Markov>Neighboor 

[189] RMSE Endógeno EML>SVM>KNN>Persistencia 

[190] RMSE Exógeno GPR>ELM>SVM 

[108] 
RMSE Endógeno 

NN>ARMA>ARMA(Box 

Jenkings) 

[191] 
FANOVA Endógeno 

Modelo 

propuesto>NAM>SREF 

[192] RMSE -R Estructurado SVM>HMM>Sky image 

[193] 
RMSE-R 

Estructurado/Endóge

no 
NN(BP)>ANN(Bayesian) 

[194] R Estructurado SVRPSO>SVRGA>SVR 

[112] RMSE Exógeno.  GRNN>NARX>MLP>ANFIS 



 

C. Tabla de trabajos relacionados 
con predicción de radiación que 
usan predictores ML híbridos. 

Tabla C–3: Lista de trabajos representativos relacionados con predicción de radiación 
que usa predictores ML híbridos. 

Referencia 
Criterio de 

evaluación 

Tipo de 

datos de 

entrada 

Resultado 

[43] RMSE Estructurados CRO-ELM>ELM>SVM 

[50] RMSE Estructurado NN+MarkovMatrices>NN 

[77] RMSE Estructurado NN+SCG>NN+PR> 

[63] RMSE-MBE Endógeno DRWNN > CPR>BPnewtwork 

[195] RMSE Exógeno WNN+GAO>NN+LVQ 

[196] RMSE Exógeno WNN+PCA>NN(temporal) 

[150] nRMSE Endógeno Híbrido>TDNN>ARMA 

[197] MBE Exógeno ANN+MNLR>ANN(LVQ) 

[198] RMSE Exógeno WNN>ANN 

[199] 
Kolmogorov–

Smirnov. 
Endógeno CARDS>NN>ARMA 

[200] RMSE Endógeno Propuesto>MLP>NN 

[201] RMSE Exógenos Propuesto >SOM>Kmeans>NG 

[107] RMSE Estructurado GSO-SVM-HARD>SVM-HARD 

[164] R Estructurado. BS-SVM>SVM> modelo local 

[202] RMSE/MBE Estructurado SVR+GBR+RFR>individuales>NWP 

[106] R Estructurado Wavelent+SVM>SVM 

[203] RMSE Endógeno 
K-means transformado>SOM> k 

means_var 
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[204] RMSE/R Endógeno 
Mycielski- Markov>Mycielski 

method>ANN>ARIMA 

[110] RMSE Estructurado ANN/SA>ANN>GP>SVM 

[205] RMSE Endógeno 
SHBM>modelos basados en regresión 

lineal 

[113] RMSE/R Exógeno RF>ANN-RF>ANN>RF>RF-FFA 

 

 



 

D. Tabla de trabajos representativos 
del uso de cuantificación y 
predicción de recurso primario 
integrado en planeación. 

Tabla D-4: Síntesis de trabajos que integran predicción y cuantificación de recurso 
primario en procesos de planeación. 

 

Referencias Aporte. Desafíos. 

[119]–[122], 

[128] 

• Herramienta integrada al 

programa de desarrollo 

energético de estados y 

municipalidades geográficamente 

identificadas. 

• Promueve la utilización de 

fuentes de energía 

descentralizadas para auto 

generadores de menos de 2MW. 

• Complementa la oferta del 

sistema energético visibilizando 

recursos primarios 

geográficamente dispuestos. 

• Identifica consumo energético 

diferenciado por sectores. 

• Herramienta presenta 

oportunidad de desarrollo en tres 

frentes: calidad, cantidad y 

accesibilidad de los recursos 

primarios. 

• Hacer un análisis en la 

predicción de la demanda e 

integrar esta cuantificación en 

los planes de promoción de 

Fuentes con recurso variable. 

• Para determinado consumo 

identificar la fuente o fuentes 

energéticas que mejor se 

adecuen a la demanda al tener 

en cuenta tiempos coincidentes 

en recurso solar y demanda. 

• Comportamiento del modelo al 

usar modelo estructurado en la 

predicción.  

• Estudiar la influencia del 

horizonte de predicción en la 

determinación de políticas 

públicas. 
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• Entrega de un paquete regulatorio 

aproximado según zona 

geográfica. 

• Herramienta da respuesta a sitios 

óptimos de instalación de 

sistemas FV interconectados a la 

red con los menores impactos a 

la red. 

[118], [127]. 

• Evalúan y establecen criterios 

para diferentes técnicas, en 

términos de precisión que se 

usan en la predicción de 

demanda y de generación. 

• Visibilizarían de modelos ML, 

numéricos y analíticos integrados 

en EPM. 

• Estudiar la influencia del 

horizonte de predicción en la 

determinación de políticas 

públicas.  

[123]. 

• Visibiliza criterios que influencian 

el diseño de sistemas de energía 

con recurso primario variable 

solar.  

• Evalúa los impactos económicos 

de la instalación de sistemas 

Solares en la red. 

• Propone un esquema tarifario en 

base a la región geográfica a 

implementar. 

• No toma en consideración un 

modelo estructurado en la 

potencia de salida del sistema.  

• Modelo muy local y no aplicado 

a otra zona geográfica 

[116], [129]. 

• Se aborda la precisión espacio –

temporal del modelo como un 

aspecto de análisis dentro del 

proceso de planeación. 

• Muestra tópicos de estudio en 

planeación según la precisión del 

modelo. 

• No presenta una metodología 

económica según sea el caso 

de estudio o técnica aplicada. 

• En el caso de estudio no usa un 

modelo estructurado o 

nubosidad presente. 
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[126] 

• Según los resultados de la 

predicción de recurso primario, 

calcula la potencia total entregada 

por el sistema FV.  

• Propone topología de 

generadores agrupados para 

cubrir demanda según ubicación 

geográfica. 

• Muestra una metodología que se 

basa en cálculo de energía en 

firme para integrar factores 

económicos en planta FV. 

• No toma en cuenta efectos 

climáticos sobre el modelo. 

• Modelo estadístico muy geo 

localizado. 

[130] 

• Visibiliza las ventajas del uso de 

predicción y cuantificación a la luz 

de la regulación existente. 

• Modelo propuesto integrado a 

plan energético estatal como 

herramienta destinada a brindar 

información en procesos de 

subasta de energía. 

• Integrar una metodología 

económica en el modelo. 

• Tener en cuenta un dataset 

estructurado en relación con 

geografía diferenciada. 
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E. Tabla bases de datos disponibles 
para aplicaciones de radiación 
solar. 

Tabla E–5: Lista simplificada de bases de datos usadas en aplicaciones de Energía 
Solar. 

Base de datos Histórico 
Resolución 

temporal 

Cubrimiento 

espacial 

Resolución 

Espacial (En 

Colombia) 

Elementos de datos y 

fuentes de medida. 
Disponibilidad 

3TIER (VAISALA) 
Enero 1997-

presente 

30 minutos, 

instantáneo; 1 

hora 

promediada 

Global Aprox 3km 

Componentes de 

radiación estimadas por 

satélite 

Libre 

BSRN (Baseline 

Surface Radiation 

Network) 

1992-Presente 1 minuto Global 

Interpola con 

datos 

históricos. 

Componentes de 

radiación, además de 

infrarrojo y longitudes 

de onda asociadas 

estimadas por modelo 

numérico  

Libre Con 

restricciones 

faltantes par a 

algunos países 

CAMS MCCLEAR 

SERVICE FOR 

ESTIMATING 

IRRADIATION 

UNDER CLEAR-

SKY 

2004-presente 

1 minuto, 15 

minutos, 1 

hora, 1 día, 1 

mes. 

Global Aprox 50km 

Componentes de 

radiación obtenidas 

mediante un modelo de 

cielo abierto. Interpola 

la resolución que 

depende de la región 

Libre 

CERES SYN1deg 2002-presente 3 horas Global Aprox 100km 

Componentes de 

radiación medidos 

satelitalmente y octas 

de nubes. 

Libre (Previo 

registro) 

Green PowerLabs: 

SolarSatData 
2000-presente 30 minutos. Global Aprox,4Km 

Componentes de 

radiación, y datos 

estructurados 

Licenciado 

SolarGIS 1994-presente 1 hora Global Aprox 4km 

Componentes de 

radiación, temperatura y 

velocidad del viento 

Licenciado por 

mapa 

Powerviewer 1980-presente 1 día Global Aprox 55Km 

Componentes de 

radiación y datos 

Estructurados 

Libre. 
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