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Capitulo 1
INTRODUCCION

Tamo en inferencia estadistica como en el andlisis de datos experimentales,
va sean univariables o multivariables, es esencial evaluar la calidad de los
datos sujetos a estudio. es por ello que se hace necesario explorar v construir
métodos que ayvuden a la deteccion de ciertas observaciones que pueden afec-
tar las medidas de localizacion v escala { medias v covarianzas ) ademas de
las de orientacion ( correlaciones ) en el caso multivariable. Estas observa-
ciones se conocen en la literatura estadistica como “outliers”!.

[in el caso univariable se han desarrollado muchos trabajos tanto informales
como de tipo formal. una extensa revision bibliogrédfica es presentada por Bar-
nett v Lewis (1994) v por Beckman y Cook {1983). I'n el caso multivariable.
la situacion es diferente, la deteccion de outliers requiere de una exploracién
mucho mas detallada va que estas observaciones no son tan faciles de detec-
tar visualmente por el problema de la dimension: en este caso las técnicas de
tipo formal que se han desarrollado son muy escasas debido principalmente
a que las variables, en general, no cumplen el supuesto de independencia, lo
cnal no permite elaborar pruebas que presenten una buena potencia.,

Segun Beckman y Cook (1983) los outliers en una muestra univariable se
pueden considerar como aquellas observaciones que en opinién del inves-
tigador se mantienen aparte o alejadas del volumen de los datos, conoci-
das en la literatura como: “observaciones discordantes”, “contaminantes”.
“disidentes”. etc. También se consideran outliers aquellas observaciones que
tienen la apariencia de desviarse notablemente de los otros miembros de la

'Conservamos este término per no encontrar una traduccién apropiada.




muestra en la cual ocurren.

[Las observaciones outliers son estudiadas para la deteccion de un fenomeno
alternativo especifico. Segun Beckman v Cook (1983) los outliers pueden ser
de distintos tipos: Observacion discardante es aquella observacién que parece
sorprendente o discrepante para el investigador: observacion contaminante es
aquella gque no proviene de la poblacion en estudio. sino de otra poblacidn:
observacion influvente es aquella que al ser excluida del andlisis de datos.
altera sustancialmente rasgos importantes de dicho analisis.

En la deteccidn de outliers se presentan varios problemas, entre otros: una
observacion puede ser identificada como un outlier por un método dado v no
por otro: puede ser un outlier en un modelo ¥ no en otro, v finalmente. en ¢l
caso multivariable, puede ser un outlier en un espacio p-dimensional v no lo
es necesariamente en un subespacio dado.

Por lo expuesto anteriormente, se hace necesario e importante, ademds de
estudiar v revisar las técnicas que han sido propuestas. explorar una nueva
metodologia de tipo informal. que pueda detectar outliers en el caso de
datos multivariables utilizando el enfoque por “Projection Pursuit™. bus-
cando indices apropiados que permitan evaluar las proveeciones de los datos
en diferentes subespacios. Los outliers que detectaremos son del tipo de
observaciones discordantes. Adicionalmente, se desea evaluar la eficiencia de
esta metodologia comparandola con la técnica de componentes principales.

I'n el capitulo 2 se presenta el método de las componentes principales, pro-
puesto por Rao(1964) para detectar outliers multivariables.

En el capitulo 3 presentamos el uso de Projection Pursuit (P.P.) como un
nueve método para la deteccion de outliers multivariables v mostramos su
eficiencia por medio de la construccion de dos indices de proyeccion; uno de
ellos es una version del indice radial unidimensional y el otro se construye a
partir de la diferencia media de Gini. Comparamos esta nueva metodologia
con la técnica de Componentes Principales propuesta por Rao (1964). la cual
es ampliamente aceptada como la mejor técnica y mediante experimentacion
exhibimos situaciones particulares (muestras de distribuciones en forma de
estrella v lognormales bivariables) en las cuales la técnica P.P. detecta los
outliers mulitivariables en forma exitosa y Componentes Principales fracasa.




['n el capitulo 4 se ilustra la técnica propuesta de P.P. a partir de un conjunto
de medidas antropométricas de la poblacion colombiana utilizando los dos

indices de proveccion expuestos en el capitulo 3.




Capitulo 2

METODO DE LAS
COMPONENTES
PRINCIPALES PARA LA
DETECCION DE OUTLIERS
MULTIVARIABLES

2.1 Introduccion

Uno de los problemas que se presentan al trabajar con outliers multivariables
se relaciona con la caracterizacién que a estas observaciones se les puede dar,
va que la dimension juega un papel importante en este concepto. Se dice que
un outlier a nivel univariable es aquella observacion que es atipica a los datos
considerados; esta definicidn al caso multivariable no es posible extenderla
ya que un outlier no necesariamente es el dato mas extremo en cualquiera o
alguna de sus componentes.

Segun senala Rohlf (1975), “Debido a la aparente complejidad del problema.
se pueden caracterizar los outliers por el hecho de estar aislados de la nube
principal de puntos. Podria ocurrir que no se observen al final de la dis-
tribucion como en el caso de outliers univariables, pero se deben manifestar
de alguna forma 7. La deteccién de outliers multivariables es mucho mas
dificil que en el caso univariable dado que una observacion multivariable




puede ser un outlier debido a un error brusco en una de sus componentes o
por pequenos errores sistematicos en varias de sus componentes.

Las consecuencias de tener outliers en una muestra multivariable son nmiucho
mds complejas que en el caso univariable. Un outlier multivariable puede
distorsionar no unicamente las medidas de localizacidon v escala sino también
las de orientacion [por ejemplo. correlacién). Cléroux. Helbling v Ranger
(1986) alirman que los outliers en muestras multivariables pueden ademas
contaminar analisis subsecuentes por cjemplo. en ajustes de modelos. en la
estimacion de pardmetros o en pruebas de hipotesis.

En la deteccidn de outliers multivariables se presentan grandes dificultades
debido principalmente a la dimension del conjunto de datos. Se pueden
presentar los efectos de enmascaramiento (“masking”} v empantanamiento
("swamping’). El fenomeno de enmascaramiento ocurre cuando un outlier
no es declarado como tal. ya que otro outlier: el mas cercano a ¢l encubre
su importancia. mientras ¢l fendmeno de empantanamiento ocurre cuando
al aplicar una prueba en forma sucesiva para detectar outliers multiples, un
outlier altamente discordante arrastra consigo otro valor que no necesaria-
mente es outlier { ver Agudelo (1991)). Luego ambos efectos conducen a
detectar pocos outliers o muchas veces a la imposibilidad de detectarlos. Es
importante resaltar que la estructura de los datos juega un papel primordial
para la eficiencia en la deteccion v busqueda de outliers,

[xisten muchos métodos informales para detectar outliers multivariables. Es-
tos metodos se presentan simplemente como avudas intuitivas con el fin de
determinar si una observacion sospechosa tiene caracteristicas gue permitan
clasificarla como outlier.

Con el fin de detectar uno o miltiples outliers se han propuesto varias técnicas
que utilizan la distancia de Mahalanobis con estimadores robustos de py &
{ Khattree y Naik (1995), Rousseeuw, Penny (1996) v Van Zomeren (1990)).
Existen otros métodos para la deteccion de outliers basados en; El estadistico
de Wilks(1963) (Bacon v Fung {1987)); la {uncién de influencia {Cléroux.
Helbling v Ranger, 1989 ). el test "gap’ generalizado (Rohlf, 1975); compo-
nentes principales (Rao, 1964 y Gnanadesikan y Kettenring, 1972). En los
modelos de regresién se han propuesto métodos que permiten detectar uno o
varios outliers multivariables utilizando: Los residuales estudentizados (Paul
v Fung, 1991); medidas robustas (Atkinson, 1994); influencia residual (Bar-
ret v Gray, 1997); procedimientos de miiltiples etapas (Marasinghe, 1983) y

-
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deviances minimos reponderados (Lucerio. 1989).

Bajo el supuesto de normalidad multivariable, Barnett v Lewis {1994) pre-
sentan pruebas para detectar observaciones outiiers bajo los modelos de me-
dia desplazada (" mean slippage’) e inftacidén de la varianza (*variance sli-
ppage’): anibos modelos son ampliamente estudiados por: Schwager v Mar-
zolin (1982}, Das v Sinha (1986) respectivamente. Naik (1989) construve
un estadistico para la deteccion de outliers en el modelo de regresion lineal
multivariable utilizando resultados de los autores antes citados.

De los métodos informales citados anteriormente, componentes principales
(Rao {1964)) es una de las técnicas de mayor difusion v utilidad entre las
téenicas multivariables, permitiendo encontrar estructuras en un conjunto
de datos obtenidos de una poblacion cuya distribucion de probabilidades no
necesita ser conocida: ver Barnett vy Lewis (1994), Gnanadesikan v Kettenring
(1972). Por lo expuesto anteriormente dedicaremos una seccion al método de
componentes v en el capitulo 3 lo utilizaremos para efectos de comparacion
con las técnicas propuestas en este trabajo.

2.2 Método de las Componentes Principales
para Detectar Outliers

Sea X = [X| X2 ....X,| un vector aleatorio, con matriz de varianzas vy co-
varianzas. X, definida positiva. Las componentes principales son variables
aleatorias. Y1, Ya, ..., Y,, que cumplen:

o V=3t X, =EX vyl =1lparai=12,....,p
o Cov(V,.YV;) =13, =0,t#

e ¥, = I'X es la combinacién lineal de maxima varianza.

[l siguiente teorema da la relacién que existe entre las componentes princi-
pales v los valores y vectores propios de X, ademas exhibe el hecho de que la
traza de ¥ es igual a la, suma de las varianzas de las componentes principales.




Teorema 2.1 S:{P,.A,). j =1.2...., p. son los pares de vectores y valores
EQRY

L )
piroptos de 3.y A Ay 2. > A, 2 (), entonces:

I. La j-ésima componente principal estd dada por: Y, = PPX. j =
1.2.....p.

N e —p =P i
2. 510, = var(X,) entonces: TF_ 0, = P var(Y))
Para la demostracion ver Johnson({1987).

Ahora consideremos el caso de las componentes principales muestrates. Sean

Npwn = (X1 X000 X,]. una muestra aleatoria del vector aleatorio X «,
¥y 5 la matriz de varianzas v covarianzas muestral. con valores y vectores
propios asociados: (P, A}, j=1.2..... p. Entonces las respectivas compao-

nentes principales muestrales corresponden a las p-filas de:
Y = PZ (2.1}
donde:;

P: Es una matriz ortogonal. P’ = [, cuyas filas, P/, son los vectores pro-
pios de S. con sus respectivos valores propios asociados, A,. expresados
en orden decreciente de magnitud, A; > Ay > ... > A, > 0.

Z: Es una matriz p X n v su j-ésima columna contiene las observaciones
centradas. X, — X.

El método de componentes principales, (Gnanadesikan y Kettenring, 1972),
es un metodo para el ajuste de subespacios lineales 0 una técnica estadistica
util para detectar y describir posibles singularidades en los datos, el interés
estard especialmente en las proyecciones de los datos en las coordenadas de las
componentes principales correspondientes a los valores propios més pequerios
(las ultimas filas de Y'). En general, con datos p-dimensionales la proyeccion
en la componente principal de menor varianza sera pertinente para el estudio
de la desviacidn de una observacién a partir del hiperplano ajustado, mientras
provecciones en las ¢ coordenadas (¢ < p) de las componentes principales
con varianza minima seran de utilidad para el estudio de las desviaciones de
una observacién a partir del subespacio lineal ajustade de dimension p — g,
permitiende la deteccion de observaciones atipicas u outliers en la muestra.

7




Para la deteccion de observaciones outliers. Rao 1964) sugirié un método
que consiste en caleular la Jongitud de la perpendicular desde cada punto. X,.
sobre el mejor subespacio ajustado por niedio de las tltimas g-componentes
principales. El cnadrado de la perpendicular de cada punto X, esta dada por
v oxpresion:

4 = §_“ PX, - X)) = igpg(x, - X3 igpg(x, - X))?
j=p-a=-1 ;=1 =1
[La exprosion anterior se simplifica en:
£ = [PIX, - RIIPX, X)) - SR X, - P
=1
v se obtiene finalmente:
=X, -X)V(X, - X) - i[P’J(X, - X)) (2.2)

j=1

l.a expresion anterior es vilida para cada punto X;. 1 = 1.2,...,n.

[Rao proporne. como un segundo paso. considerar los valores mas grandes de
los {d7}7_, como indicativos de posibles candidatos a outliers. ya que repre-
sentan un ajuste pobre en el espacio de dimension (p — q).

Varios autores sugieren la realizacion de un andlisis preliminar de las com-
ponentes principales asociadas a los datos y observar los valores muestrales
de la proveccion de las observaciones sobre las componentes principales de
diferente orden, ya que las primeras componentes principales son las mads
sensibles a outliers afectando las varianzas y las covarianzas (o las correla-
ciones si el andlisis de componentes principales se ha realizado utilizando la
matriz de correlacién, en vez de la matriz de covarianza muestral). Ademas
las dltimas componentes son sensibles a outliers. al adicionar dimensiones
espurlas a los datos u ocultar singularidades.

Adicionalmente, es posible llevar a cabo contrastes de outliers univariables
aplicados a los Y, en forma individual o utilizar los valores ordenados de los
Y,. Si p es relativamente grande, es probable que transformaciones lineales
involucradas en el analisis de componentes principales puedan conducir (uti-
lizando el teorema del [imite Central) a considerar los Y, conto una muestra
de una distribucion normal, en tal caso los graficos de probabilidad normal;

8




graficando los Y, ordenados contra a; = E[U/;,)] siendo {7}, el estadistico
de orden de Ta distribucién normal estandar. pueden llegar a revelar outliers
cuando los puntos extremos en el grafico estan por fuera de ta relacion lineal
exhibida por la masa de puntos en el grafico.




Capitulo 3

DETECCION DE OUTLIERS
MULTIVARIABLES
MEDIANTE PROJECTION
PURSUIT

3.1 Introduccion

Para el manejo de datos cuya dimensionalidad es alta ha sido implemen-
tada “Projection Pursuit” {P.P.) para atacar diversos problemas donde la
dimension se vuelve critica a la hora de aplicar técnicas corrientes.
Pretendemos mostrar que esta técnica puede utilizarse para la deteccidn de
outliers multivariables y que compite de igual a igual con la técnica de com-
ponentes principales propuesta por Rao (1964). Comparamos la técnica P.P.
con el método de componentes principales por ser una de las técnicas de
mas uso y de mavor acogida para la deteccion de outliers multivariables, ver
Barnett y Lewis (1994) y Gnanadesikan y Kettenring (1972).

El término Projection Pursuit (P.P.) (bisqueda de proyecciones) es una
técnica para el analisis exploratorio de conjuntos de datos multivariables de
considerable extensién, consiste esencialmente en la bisqueda de estructuras
interesantes en el conjunto de datos al realizar provecciones en subespacios
de dimensién inferior. Se encarga de seleccionar las proyecciones de mayor
interés mediante la optimizacién de algin indice de proyeccién (I.P.). El

10




y Ciongien

indice de proveccion se construye de tal forma que cuantifique lo interesante
de la proveccién (Friedman v Tukeyv (1974). Friedman (1987) ).

[ricdman v Stuetzle (1982). suministran una revisiéon de los antecedentes.
la implementacion v la aplicacién de P.P. a datos de gran dimensién. ver
también Correa v Salazar (1997).

3.2 Algoritmo de Projection Pursuit

El algoritmo de Projection Pursuit se puede resumir en seis pasos:
I. Centre v Fsfere los Datos.
2. Escoja un Indice.
3. Encuentre una direccién.
. Provecte los datos v evalde el indice .
3. Si el indice no es un maximo (o minimo) regrese a {3).
6. Analice los Datos Proyectados.

1) Centrar y esferar los datos originales:

Fste paso se hace comunmente antes de proyectar los datos. Los argumentos
a favor de este paso son dos. Primero. se presenta una econoniia computa-
cional va que en cualquier direccién que proyectemos los datos las prove-
cciones tendran media cero y varianza uno. Segundo, no interesa la infor-
macion suministrada por la localizacion o la estructura de covarianzas de los
datos, sino de estructuras mas complejas, tales como clusters o no lineali-
dades.

Centrando y Esferando los Datos. Sea Y la matriz de informacion mues-
tral, efectuemos una descomposicion en valores propios de la matriz de co-
varianzas:

L=FE[{Y -EY)Y -EYY|=UDU
donde U/ es una matriz ortonormal y D es una matriz diagonal p x p. Podemos
definir: 1
Z =YY - EY})

[1




donde E{Z] = 0 v E[ZZ'] = [. la matriz identidad. Esta transformacién
contra v esfera los datos, ademads elimina la estructura de correlacion.
2) Escoger un Indice:
La seleccion del indice es un paso critico en el método Projection Pursuit
(Busqueda de Provecciones). El indice nos dird si una proveccion es interes
sante o 1o v si vale la pena estudiar la estructura planteada. Se debe recordar
que el procedimiento es automitico v solo se tendra el resultado al final de
la busqueda. Nos enfrentamos con el problema de definir que se entiende por
una proyeccion interesante. Dado que definir el concepto de proveccidn in-
teresante es muy dificil. varios autores han optado por el término proyeccidn
no interesante. Huber (1985) argumenta que la proyeccion menos interesante
es aquella que es normal o esta cerca a ella, La distribucién normal esti carac- '
terizada completamente por su vector de medias v su matriz de covarianzas.
Ademas si tenemos una distribucién multinormal. cualquier proveccion sera
normal yva que combinaciones lineales de variables aleatorias normales inde-
pendientes se distribuven normalmente. Si la proyeccion menos posible de
scr normal es normal, entonees no necesitamos buscar por mds provecciones.
S1 tenemos un conjunto de datos con muy alta dimension, la mayoria de las
provecciones a bajas dimensiones tienden a ser normales. Como argumento
final se tiene que entre todas las distribuciones continuas con varianza fija
la normal maximiza la entropia. Entonces como indice para medir qué tan
atractiva es una proyeccion se puede escoger una funcion que mida la en-
tropia de los datos, entre mds alejada de la normal sea la proveccion. mejor.
3) Seleccionar una direccion:
La seleccion de las direcciones nos plantea un problema de optimizacion. El
método de optimizacidon dependerd del indice escogido.
4) Proyectar los datos:
Fste paso se realiza con la direccidn seleccionada en el paso 3).
5) Evaluar el indice:
Si éste es un maximo entonces podemos seguir al proximo paso, en caso con-
trario debemos retornar al punto 3).
6) Analizar la proyeccion:
Eliminar la estructura hallada de los datos y repetir pasos 3) al 6) nueva-
mente. Luego de haber encontrado algunas proyecciones interesantes, | que
se debe hacer?

1) Identifique clusters, aislelos e investigue cada uno de ellos separada-
mente.
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2} Identifique clusters v localicelos ( i.e. reemplacelos por. digamos. su
centro v clasifique los puntos de acuerdo a su pertenencia a un cluster).

3) Busque una descripeidn parsimoniosa {separe estructura de ruido en
una forma no paramétrica).
In la literatura existen una gran diversidad de indices de P.P.. tanto en una
como en dos dimensiones, propuestos por: Friedman v Tukey (1974). Jones v
Sibson (1U87). Yenvukov (1983, 1939). Mardia (1970), Posse (1990) v Correa
(199.1). entre otros.

3.3 Indices de P.P. Construidos para la De-
teccion de Outliers

El grifico de cajas o de bigotes (‘Boxplot’ ) es una de las técnicas informales
ampliamente difundida en la literatura estadistica v de gran utilidad para
determinar visualmente el tipo de asimetria de la distribucién muestral v
para detectar outliers en muestras univariables. El boxplot fue una técnica
implementada por Tukey (1977} en “Exploratory Data Analysis”. Tukey
construve un intervalo robusto. a partir del cuartil inferior y el superior
{(ambas medidas robustas) v luego rotula como outlier toda observacidon que
no pertenezca al intervalo construido. es decir, una observacion serd un outlier
si estd por fuera del siguiente intervalo:

A=|F -k(F,—F), Fs+k(F,—F)=[FI.FS] (3.1)
Donde:
F, v F,: Denotan los cuartiles inferior v superior respectivamente.
k: Es un nimero real positivo.
I, — F;: Rango intercuartilico.

I v FS: Denotan los extremos del intervalo v los denominamos franja
inferior y superior respectivamente.

Generalmente en (3.1) el valor de & se toma como 1.5. Sin embargo, en los
articulos de Hoaglin vy [glewicz (1987), se exploran otros posibles valores de
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A para muestras pequenas y examinan su potencia para la deteccion de out-
liers. Ademas otros autores han explorado v estudiado mas a [ondo la técnica
del Boxplot. entre otros: Hoaglin. Iglewicz v Tukey (1980); Carey. Walters.
Wager v Rosner (1997).

I.a idea que vamos a desarrollar consiste en aplicar la técnica anterior a cada
una de las provecciones y luego construir dos indices de proyeccion que sean
sensibles a las colas, por ello se opta por tomar como indice la diferencia
‘e cada proveccidn tanto a la franja superior (£'5) como a la inferior (F7).
luego se toma esta diferencia como el valor del indice siempre que ésta sea
positiva: es decir. en el caso de que la proyeccién i ¢ A.

3.3.1 Algoritmo de P.P. para Deteccién de Outliers.

A continuacion proponemos el siguiente algoritmo como un preambulo a la
construccion de los dos indices de proyeccién que se exponen en las secciones

3.3.2 ¥ 3.3.3.

1. Sea X,x» la matriz de datos, centrados y esferados, donde n es el
nimero de observaciones y p el nimero de variables.

14




6.

=~

Se generan .\ direcciones aleatorias, «;. de la hiperesfera unitaria v se
provecta la matriz X en cada una de estas direccion. por medio de:

Prio,) =« X.j = 1.2, ... v
Denote Ja j-ésima proveccion ordenada por:

Yilog)hYala,). . ... Y la,)

. Halle los cuartiles, primero v tercero. de la proveccién j. denotados

respectivamente por: (), v (J3,. Sea @, = @3, — )1, el rango inter-
cuartilico.

Coustruya las siguientes diferencias. para la i-ésima observacion provec-
tada en la direccién «,:

Difl{a,) = FI = Pra,) = {Qi, = 15+ Q) - Pri{a,)
Dif2,(a,) = Pra;) — FS = Pra,) = (Qy + 15 Q)

Luego para el i-ésimo individuo proyectado en la direccidn «, calcule:

L) = Difl{o;)xIndp ey (D1 fli(0;))+ D1 f2,(0g ) Indg ey (D1 f2,(c;))

Donde [ndigc0)(z) denota la funcién indicadora del intervalo (0, oc).
Observe que [,(a;) > 0. Segin Tukey, podemos rotular la respectiva
observacion como un posible candidato a outlier si [;{n,} > 0.

El indice propuesto en la direccion, a;. estd dado por:
Ind{a;) = Li{a;)
=1

La direccidén optima serd aquella que maximiza el indice dado en el
literal anterior, es decir:

Qgptimo = Max [nd{a;)
o,

L5




9. Se optimiza el {ndice. con el fin de hallar la direccidn que maximiza el
indice propuesto.

Note que segun el algoritmo propuesto, toda observacion que al ser provec-
tacla tiene un indice mavor de 0. es un posible candidato a outlier. La técnica
PP se encarga de buscar [a direccion en donde el indice calculado sea un
maximeo. Clon el fin de lograr una mejor optimizacion del algoritmo anterior.
se propone, después del tercer paso. evaluar los dos indices construidos a
partir del concepto de la diferencia media de Gini {ver Serfling(1950}) v del
indice radial unidimensional: A continuacién se expone la construccién de
ambos indices,

3.3.2 Indice l

[Zste primer indice se construve a partir del calculo de la diferencia media de
(;ini. Se construve de la siguiente manera:
e ("alcule para cada proveccion la diferencia media de Gini definida para
la direccion «,. como:

n o1-1
Glay) = (i) > X Pridey) = Prfa)
2 1=2 5=1

La expresion anterior es el promedio de las distancias entre todos los
posibles pares de observaciones. en total (2)

e Luego halle para cada proveccién la contribucién que cada una de las
observaciones ordenadas aporta a la diferencia media de Gini dada an-
teriormente. Esto se hace utilizando la siguiente expresion equivalente
en términos de los estadisticos de orden:

n () n

1 2
- 2i —n—DYa,)= ———=> (2t —n - 1)Y{ay)
(’21) E( Witay) nin—1) ; ’
La férmula anterior expresa la diferencia media de Gini como una com-
binacién lineal de los estadisticos de orden (Ver Serfling{1980)).
Defina para cada observacion

ey (2 = n = DYi(ay)
G;(Q‘J) _ n(n—1) ' 7
Gloy)

Glaj) =
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La cual se simplifica en:

% (o) = {20 —n - 1)Yi(a;)
T (2t - n - 1)Yia;)

para J = 1.2, .. Vo= 120000,

e Por ultimo utilice. para cada direccidn a,. los nuevos valores ordenados
de {7, (e,)}7, ¥ continie con el tercer paso dado en la seccién anterior.

3.3.3 Indice 2

[’ste indice se construye teniendo en cuenta la definicion del ndice radial
unidimensional v en forma andloga a lo expuesto anteriormentc se halla para
cada observacidn provectada en una direccién la contribucion de ésta al indice
radial: -
_Pria;) - Pr{a;)|B
B S

ey (3.3)

donde:
Pr{a,): Es la proveccidon de la observacion i en la direccién a.
Pr{a,): Denota la media de las proyecciones en la direccion a;.
S: Is Ja desviacién estandar de {|Pr,(a;) — Pr(a;)|B}"., donde B > 0,

Luego con los valores {r,(B)}7., se continta con el tercer paso del algoritmo
dado en 3.3.1.

3.4 Descripcion y Analisis de las Simulaciones

3.4.1 Descripcion

Para efectos de experimentacion se tomaron muestras aleatorias bivariables,
va que en este caso es factible controlar los puntos outliers, v asi poder
examinar la eficiencia de los dos indices propuestos para la deteccion de
outliers multivariables (en nuestro caso bivariables). Para ello se agrego
cierto numero de observaciones outliers artificiales en lugares criticos de la
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1001 1002 | 1003 | 1004 | 1005 | 1006 | 1007 | 1008 [ 1009 [ 1010 [ 1011 [ 1012 ]
Ll L3 L5 L7 L9 |2 [ 23] 2527 2931 [ 33 ]
Ll 13 15 | L7 L9 |21 [ 23 |25 (27|29 |31 33

Tabla 3.1: Outliers artificiales para la Muestra 1.

cdistribucion muestral v se examinaron los dos indices ademads de la téenica
de componentes principales.

e Nluestra 1.
['sta muestra fue generada a partir de una distribucion Normal Biva-
riable Mixtar #. V(e 20 + (1 — 7).V (. 322).
Se generaron un total de 1000 observaciones v la proporcion con la cual
se mezclaron las dos normales bivariables fue de 7 = 0.5
Para la primera normal bivariable se tomé:
= {3 05}. Ty = Toap = 1 Y TOn = 0d12 = —0.99
Para la segunda normal bivariable:
Hr = {3 03} Ty = 099 = \ V Jop =012 = 0.1.
['n fa fAgura U, aparece el grafico asociado a esta muestra junto con
las observaciones outliers controladas, y de aqui en adelante se hara
referencia a ellas mediante los nimeros 1001 a 1012, ver tabla 3.1.

o Muestra 2. Esta segunda muestra fue generada a partir de una dis-
tribucion lognormal bivariable.
Se generaron un total de 1000 observaciones. Los valores que se tomaron
para los parémetros son los siguientes:
= {0.0}; p= =090: g1y = 0.25; opp = 0.25
Ver figura 2, para ver la configuracion de los puntos, ademas de un total
de nueve puntos artificiales, que se agregaron a la muestra y seran las
observaciones 1001-1009, ver tabla 3.2.

e Muestra 3. La tercera muestra también se generé a partir de una
distribucion lognormal bivariable.
Se generaron un total de 1000 observaciones, teniendo en cuenta los
siguientes parametros: g = {0, 0}; p = 0.90; o1, = 0.25: o499 = 0.25.
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| 1001 | 1002 | 1003 ]1004 1000 1006 | 1007 100‘7 1009
| 20 | 22 ] 24 0] 32 ;
L0 | 12 | 1 18 Jﬁ >0 | 22| 14

Tabla 3.2: Outliers artificiales para la Muestra 2

1001 | 1002 [ 1003 | 1004 | 1005 | 1006 |
3.0 | 30 | -3.0 [ 3.0 | -3.0 | -3.0 l
03] -051-07|-09]-1.1]-13

Tabla 3.3: Outliers artificiales para la Muestra 3.

Adicionalmente, se agregaron a la base seis outliers artificiales rotulados
desde 1001 a 1006, ver figura 3 y tabla 3.3

Muestra 4. La cuarta muestra fue generada a partir de las rotaciones
de dos muestras aleatorias de una distribucion normal bivariable mixta.
[nicialmente se gener¢ una muestra aleatoria de tamano 1000 de una
normal bivariable mixta con proporcién de mezcla m = 0.5 y pardmetros:
wr = {0,0} pp = 0.1

Luego se rotd un angulo de 45°, cuya rotacion esta representada por la
siguiente matriz de rotacién: rot = {0.7007 0.7007, 0.7007 — 0.7007}.
La segunda muestra también se generd de la normal bivariable mixta
con: pg = {0,0}; po = 0.99 vy la misma proporcién de mezcla. La
muestra final se obtiene al superponer las dos muestras generadas an-
teriormente, ver figura 4.

A esta muestra se le adicionaron cinco outliers artificiales, rotulados
comao 2001-2005, ver tabla 3.4,

Muestra 5. Esta dltima muestra se generd en forma andloga a la
muestra anterior, se generaron tres muestras aleatorias a partir de la
distribucion bivariable mixta, cada una de tamano 1000 v con la misma
proporcion de mezela de # = 0.5,

Una primera muestra se generd de la distribucion antes menciocnada
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Oul | 2002 | 2003 | 2004 | 2005 | 3001 [ 3002 [ 3003 [ 3004 |
| 2.1 |26 ‘ 28 | 30 | 32 | 21 | -2.31 25 | -2.7 |
108 | 1.0 [ 12 | 14 | 1.6 | 04]-05]|-06" -07 |

Tabla 3.4: Outliers Artificiales para la Muestra 4 v 3.

con los siguientes parametros:

i1 = {0. 0} py = =0.01 v se hizo una rotacion dada por la matriz:
rol = {0.50.85, 0.85 — 0.5}, La segunda muestra se generd a partir
ce los pardmetros: = {0. 0}: po = 0.999. Esta muestra no se roté.
La ultima muestra fue generada a partir de la distribucion normal mixta
con: pz = {0.0}:p3 = ~0.01. Luego se efectiia la siguiente rotacién:
roty = {0.850.5. 0.5 —0.85}. Por ultimo. las tres muestras, una vez
rotadas, se superpusieron, ver la figura 3.

Se agregaron cuatro outliers artificiales a la muestra que se generd
anteriormente v se rotularon como las observaciones 3001 — 3004, ver
tabla 3.1

['n el apéndice se hace la descripcion de los respectivos algoritmos v se pre-
sentan los programas en SAS, ver [35].

Doespués de haber generadc las cinco muestras. una vez centradas v es-
tandarizadas, se provectaron a lo largo de N = 1000 direcciones, generadas
en la hiperesfera unitaria, en nuestro caso en el circulo unitario v luego se
evaluaron los dos indices mencionados en las secciones 3.3.2 v 3.3.3. Es decir,
se efectuo el siguiente procedimiento, valido en cada una de las muestras:

Inicialmente centramos v esferamos los datos.

Luego provectamos cada una de las muestras en las N = 1000 dire-
ccliones unitarias aleatorias.

Calculamos va sea el Indice 1 o el Indice 2, explicados en la seccion
anterior.

Hallamos entre las N = 1000 direcciones aquelta que maximiza el indice
propuesto.

20




o Verificamos si la direccion escogida detecta el outlier artificial. como
clectivamenie un outlier.

[l Indice 2 se implementd para valores de I3 de 1.8.2.0.2.2, 2.4, solo se 1lus-
tran los resultados con el valor de 3 que dic los mejores indices.
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[ OUT | DIRECCION [NR| P[INDI | INDMIN [INDMAX | PR | MED |
1101 0.9999 000031 (257 [ 66 [ 0.3870 | 0.0111208 | 54992058 | 1.8 [ 276 |
(13131 0.9999 -0.000511 | 25?j 97 | 05914 | 00078567 | 5 34990869] 126 | 275 |
1.5 1.5 | 0.9999 UU 0511 256 | 111 | 0.8015 | 0.0004013 | 54914277 | 1.28 | 275 |
L7 17| 0.9999 0.000511 | 254 | 130 | 1.0068 | 0.00062 },_).4551126‘ 128 | 275
| 1919 | 0.9999 -0.000511 | 250 | 144 | 1.2072 | 0.0034711 | 54760514 | 1.29 | 271
(212.110.9999 0000511 | 250 | 157 | 14204 | 0.0027763 | 54787507 | 129 | 271 |
2323 {0.9999 -0.000511 | 244 | 161 | 1.6129 | 0.0004311 | 54610085 | 1.30 | 272

2525 | 0.9999 -0.000511 | 246 | 175 | 1.8253 | 0.0003904 | 5.4632822 | 1.20 | 273
| 2.72.70.9999 -0.000511 | 247 | 188 | 2.0408 | 0.0042242 | 54687309 | 1.28 | 2.73 |
| 2.02.9 | 0.9999 -0.000511 | 247 | 198 | 2.2476 | 0.0027193 | 54657045 | 1.28 | 2.73 |
| 3.13.1{0.9999 -0.000511 | 247 | 208 | 2.4552 | 0.0027482 | 5.1635612 | 1.28 :2.7:;{
3333 | 0.9999 -0.000511 | 247 | 217 | 2.6618 | 0.0015035 | 5.1606636 | 1.28 | 2.73 |

Tabla 3.5: Resultados Simulacién Muestral.Indicel
OUT: Observacion outlier; DIRECCION. Direccion Proy. max.: NK: Nro. de outliers detectados en la
direccion : P Posicién del outlier artificial en orden ascendente entre los NR posibles outliers; INDI: Valor
del indice; INDMIN-INDMAX: Valor minimo vy maximo del indice: PR y MED: Promedio ¥ mediana de
los indices. Observacion de indice maximo: {3.2334727, 0.4213438).

3.4.2 Comparacion entre los Indices 1 y 2

Para ayudar a interpretar las tablas, recuerde que la técnica implementada
rotula como posible outlier toda observacion cuyo indice sea mayor que cero.

e Respecto a la Muestra 1, con el Indice | se observa que el valor del indice
es relativamente pequeno para puntos outliers por debajo del punto
{1.7, 1.7}, con respecto a los outliers alli considerados, ver tabla 3.5, sin
embargo, a partir de esta observacion los demas puntos outliers tienen
un indice mayor que uno. los cuales el método clasifica como posibles
candidatos a puntos outliers. Mientras que los resultados con el Indice
2, ver tabla 3.6, la gran mayoria de los datos outliers considerados.
muestran valores para este indice mayores que .21, valor promedio de
los indices, excepto para los puntos cuyo valor es menor que uno; puntos
outliers por debajo de {1.7,1.7}, se observa que el punto {1.1, 1.1} no
es rotulado como outlier,

e (Con relacidn a la Muestra 2, se puede ver que con el Indice 1 los puntos
{2.2,1.2} y {2.0,1.0} son débilmente detectados por este indice; los
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[OUT | ~ DIRECCION NR[ P[ INDITINDMIN [INDMAX | PR | MED |
(LT L1 [ 0982116 -0.186705 | 154 | 0 0 0.0065234 | 5.7787039 | 1.21 | 0.0065 |
1.3 1.3 | -0.982416 -0.186705 | 155 | 16 | 0.1194 | 0.0073015 | 5.7782725 | 1.20 | 0.0073 |
1.5 1.5 | -0.982116 -0.186705 | 155 | 42 | 0.4435 | 0.008078 | 5.7770633 | 1.20 | 0.0080 |
17 17| -0.982116 -0.186705 | 155 | 72| 0.8037 | 0.0085188 | 5. 7748456 | 1.20 | 0.008%
1.9 1.9 | -0.982416 -0.186705 | 155 | 98 | 1.1987 | 0.0095142 | 5.7713994 | 1.20 | 0.0095
2.1 2.1 | -0.982416 -0.186705 | 155 | 117 | 1.6271 | 0.0102119 | 5.7665303 | 1.2{ | 0.0102 |
2323 | -0.982116 -0.186705 | 155 | [30 | 2.0886 | 0.0109745 | 5.760129 | 1.21 | 0.0109
12525 | -0.982416 -0.186705 | 155 | 140 | 2.5812 | 0.011622 | 5.7518263 | 1.21 | 0.0110 |
2727 0.9825453 0.1860235 | 155 | 142 | 3.0995 | 0.0116884 | 5.7420063 | 1.21 ‘ 0.0116
| 2.92.9 | -0.982416 -0.186705 | 155 | 150 | 3.6547 | 0.011985 | 5.7286265 | 1.22 | 0.0110
| 3.13.0 | -0.982416 -0.186705 | 155 | 150 | 4.2327 | 0.0122196 | 5.7132937 | 1.22 | 0.0122
13333 | -0.982416 -0.186705 | 155 | 151 | 4.8360 | 0.0124147 | 5.6950841 | 1.22 | 0.0124

Tabia 3.6: Resultados Simulacion Muestral.Indice?

OUT Observacion outlier; DIRECCION: Direccion Proy. max., NR: Nro. de outliers detectados; P:
Posicion del cutlier en orden ascendente entre los NRO posibles outliers; INDI: Valor del indice: B=1.8;
INDMIN-INDMAX: Valor minimo ¥ maximo del indice; PR y MED: Promedio y mediana de los indices.
Observacion de indice mdximo:{ -4 239837, 0.144754}.

demas puntos efectivamente son detectados por el indice, ver tabla 3.7.
Con el Indice 2, todas las observaciones outliers, excepto la 1iltima
{—2.0.0.5}, les correspondié un valor mayor que uno aunque de éstas
las dos primeras obtuvieron un valor inferior al promedio { aprox. 1.72);
ver tabla 3.8.

Para la Muestra 3, el [ndice | se comporta mejor va que el valor de este
indice para las cinco observaciones fue mayor que 4.26. valor muy alto
en comparacion con el promedio de 1.72, ver tabla 3.9. Con el Indice
2 se obtuvieron resultados entre 2.3 y 2.64, todos ellos superiores al
Indice promedio 1.72, ver tabla 3.10.

En la Muestra 4, con el Indice 1. todos los 5 outliers en consideracion
obtuvieron un indice superior al indice promedio 1.02, ver tabla 3.11:
v por tanto son detectados efectivamente por el método. Con el Indice
2, tomando un valor de B = 2.4 todos los valores del indice dieron
mayores de 0.5, ver tabla 3.12; ademds los puntos {2.4,0.8} y {2.6, 1.0}
obtuvieron valores inferiores al promedio 1.39.
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| OUT | DIR NR [ P [INDI [ INDMIN [INDMAX | PR [ MED |
» 2.0 1.0 i 0.98621469 0.1652784 | 77 | 45 | 1.2905 | 0.009:4269 | 14.276394 | 1.66 | 0.131
L2212 | 0.9862169 0.1652784 | 76 | 52 | 1.6174 | 0.0094223 | 14.269351¢ | 1.66 | 0.131
20 LE | 09862469 0.1652784 | 76 | 53 | 19441 | 0.0004176 | 14.262229 | 1.67 | 0.131
I 2.6 1.6 | 0.9862469 0.1652784 | 78 | 57 | 2.2881 | 0.0123127 | 14.265694 | 1.64 | 0.149
L 2.8 1.8 0.9862469 0.1632784 | 79 | 62 | 2.6193 | 0.0040871 | 1 1251247 | 1.63 | 0.154
L 3.0 2.0 | 09862469 0.1652784 | 78 | 65 | 2.9327 | 0.0053676 | 1:0.239642 | 1.64 . 0.1142
' 3.22.2 1 0.9862469 0.1652784 | 81 | 71 | 3.279 | 0.0066671 | 14.242358 | 1.62 | 0.163
P32 ,l 0.9862169 0.1652784 | 80 | 70 | 3.5978 | 0.0059139 | 14.233958 | 1.62 | 0.157
| -2.0 05 | -0.997038 -0.076907 | 72 | 49 | 2.3473 | 0.0008123 | 10.254319 | 1.90 | 0.094
Tabla 3.7: Resultados Simulacién Muestra2.[ndicel
OUT: Observacion outlier; DIRECCION  Direccidn Proy. max.. NR. Nro. de outliers; P:Posicion del
outlier. INDT Valor del indice: INDMIN-INDMAX: Valor minime y maximo del indice resp.;PR v MED:
Promedio v mediana de los indices. Observacidn de indice maximo: {7 3175844, —2.12134}.
OUT DIRECCION NR INDI | INDMIN | INDMAX | PR | MED
2.0 1.0 | 0.9886196 0.1504372 | 88 | 50 | 1.1962 | 0.0484326 | 15.622807 | 1.71 | 0.0484
2.2 1.2 ] 0.9886196 0.1504372 ; 88 | 61 | 1.a669 | 0.0477782 | 15.611102 | 1.72 | 0.047
24 L4 | 0.9886196 0.1504372 | 88 | 64 | 1.9665 | 0.0471145 | 15.59605 | 1.72 | 0.047
2.6 1.6 | 0.9886196 0.1504372 | 88 | 69 | 2.3941 | 0.0464404 | 15.577144 | 1.72 | 0.046
2.8 1.8 | 09886196 0.1504372 | 88 | 72 | 2.8488 | 0.0457549 | 15.553864 | 1.72 | 0.046
| 3.0 2.0 | 0.9886196 0.1504372 | 88 | 76 | 3.3295 | 0.0450569 | 15.525681 | 1.73 | 0.045
3.22.2 |1 0.9886196 0.1504372 | 88 | 78 | 3.8349 | 0.0443454 | 15.492066 | .73 | 0.044
3.4 2.4 1 0.9886196 0.1504372 | 88 | 80 | 4.3640 | 0.0436198 ¢ 15452492 | 1.73 | 0.044
-2.0 0.5 | 0.9886196 0.1504372 | 89 | 46 | 0.8596 | 0.0028097 | 15.62512 | 1.70 | 0.003

Tabla 3.8: Resultados Simulacién Muestra2.Indice?2
QUT: Obsecvacion cuther; DIRECCION: Direccién Proy. max.; NR: Nra. de outliers; P:Posicion del
outlier; INDI: Valor del indice; B=1.8; INDMIN-INDMAX: Valor minimo y maximo del indice resp.;PR
y MED: Promudio y mediana de los indices. Observacion de indice mdxima:{7.5179844, ~2.12134}.
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OUT DIRECCION NR P | INDI | INDMIN | INDMAX | PR | MED ﬁ
-3 -0.3 | -0.85159 0.524209 | 124 | 119 | 5.9009 | 0.0037606 | 8.5505321 | 1.1.4 | 0.082 |
-3 -0.5 | -0.835159 0.524209 | 124 | 119 | 5.5750 | 0.0037618 | 8.5533354 | 1.14 | 0.082 |
-3-0.7 | -0.85159 0.524209 | 124 | 118 | 5.2488 | 0.0037631 | 8.5561406 | 1.11 | 0.032 i
-3-0.9 1 -0.85159 0.524209 | 124 | 118 | 4.9225 | 0.0037643 | 8.5589475 | 1.13 | 0.083
-3 -101 | -0.85159 0.524209 | 124 | 118 | 4.5959 | 0.0037655 | 8.5617563 | 1.13 | 0.083
-3 -1.3 | -0.85159 0.524209 | 124 | 117 | 4.2692 | 0.0037668 | 8.564567 | 1.13 | (1032 |

Tabla 3.9: Resultados Simulacién Muestrad.Indicel
Observacion de indice maximo: {5.014487, 1.5226295}.

OUT | DIRECCION NR | P | INDI|INDMIN | INDMAX | PR | MED
-3-0.3 1 0.9910317 -0.133627 | 89 | 72 | 2.6407 | 0.0015229 | 10.181051 | 1.72 | 0.0015
-3 -0.5 | 09910317 -0.133627 | 89 | 72 | 2.5871 | 0.0014634 | 10.182844 | 1.72 | 0.0014
-3 -0.7 1 0.9910317 -0.133627 | 89 | 72| 2.5339 | 0.001437 | 10.184629 | 1.72 | 0.0014
-3 -0.9 1 09910317 -0.133627 | 89 | 72 | 24811 | 0.0014107 | 10.186373 | 1.72 | 0.0014
-3 -1.1 1 0.9910317 -0.133627 | 89 | 71 | 2.4287 | 0.0013843 | 10.188076 | 1.72 | 0.0013
-3 -1.3 | 0.9910317 -0.133627 | 89 | 70 | 2.3766 | 0.0013579 | 10.18974 ! 1.72 ] 0.0013 |

Tabla 3.10: Resultados Simulacién Muestrad.Indice2
OUT: Ghservacidn outlier; DIRECCION: Direccidén Proy. max.; NR: Nro. de outliers detectados; B=1.8.
P Posicién del outlier en orden ascendente entre los NR posibles outliers; INDICE: Valor del indice;
INDMIN-INDMAX: Valor minimo y maximo del indice; PR y MED: Promedio y mediana de Jos indices.
Observacion de indice maximo.{6.2369548, 3.8494949}.

e Al observar los resultados de la Muestra 5, ver tablas 3.13 y 3.14, se
nota que los valores del Indice 1 para todas los outliers considerados
{ueron inferiores a uno, desmejorando notablemente en relacion con la
Muestra 4. Sin embargo, con el Indice 2 se obtienen valores mayores
que 1.13.

De lo anterior podemos concluir que el indice de Gini funcioné en todas
las muestras consideradas, excepto en la Muestra 5. El indice 2, presento
resultados aceptables en todas las 5 muestras.




| OUT | DIRECCION NR P | INDI | INDMIN | INDMAX | PR | MED

| 2.4 0.8 | -0.704302 -0.709901 | 387 | 307 | 1.5980 | 0.0000132 | 6.2734071 | 1.02 | 0.754

| 2.6 1.0 | -0.704302 -0.709901 | 384 | 330 | 1.9469 | 0.0001823 | 6.2605465 | 1.03 1 0.753

| 2.8 1.2 ‘ -0.704302 -0.709901 | 387 | 349 | 2.2088 | 0.0015579 | 6.2693209 | 1.03 l .755

' 3.0 1.4 | -0.70:4302 -0.709901 | 387 | 356 | 2.6460 | 0.000R009 | 6.2673159 | 1.03 | 0.753
3.2 1.6 ; -0.704302 -0.709901 | 387 | 367 | 2.9951 | 0.0001821 | 6.2647032 | 1.03 l 1.156

Tabla 3.11: Resultados Simulacion Muestrad. Indicel

OUT: Observacion outlier; DIRECCION: Direccién Proy. max.; NR: Nro. de outliers detectados; P:

Posicién del outlier en orden ascendente entre los NR posibles autliers; INDI: Valor del indice; [INDMIN-

INDAMAX: Valor minimo ¥ mdximo del indice; PRy MED: Promedio y mediana de los indices. Observacicn

de indice maximo:{3.0298603; 3.3667242}.

OUT | DIRECCION NR P | INDI | INDMIN | INDMAX | PR | MED

2408 ] -0.451143 -0.892452 | 272 | 92 | 0.5107 | 0.0010276 | 11.798084 | 1.39 | 0.0010

261 -0.451143 -0.892452 | 272 | 156 | 0.9894 | 0.0009517 | 11.793015 | [.39 | 0.0009

2.8 1.2 ] -0.451143 -0.892452 | 272 | 191 | 1.5631 | 0.000872 11.785346 | 1.39 | 0.0008

3 1.4 -0.451143 -0.892452 | 272 | 217 | 2.2361 | 0.0007767 | 11.774029 | 1.39 | 0.0007

1 3.2 1.6 -0451143 -0.892452 | 272 | 238 | 3.0115 | 0.0006812 | 11.757816 | 1.39 | 0.0007
Tabla 3.12: Resultados Simulacién Muestrad.Indice2

OUT: Observacion outlier; DIRECCION: Direccion Proy. max.; NH: Nro. de outliers detectados; B=2.4;

P: Posicidn del outlier en orden ascendente entre los NR. posibles outliers; IND[: Valor del indice; INDMIN-

INDMAX: Valor minime y maximo del indice; PRy MED: Promedio y mediana de los indices.

Observacion de indice maximo: {3.7334896, 3.4430513}).

{ OouT DIRECCION NR P | INDI | INDMIN | INDMAX ! PR | MED
-2.1-0.4 | 0.5686305 -0.822593 | 520 | 75| 0.1574 | 0.0023439 | 7.3734675 | 1.04 | 0.075
-2.3 -0.5 | 0.5686305 -0.822593 | 525 | 101 , 0.2168 | 0.0006349 | 7.3807438 | 1.04 | 0.082
-2.5 -0.6 | 0.5686305 -0.822593 | 530 | 121 | 0.2737 | 0.0002674 | 7.3855007 | 1.04 { 0.087
-2.7 -0.7 | 0.5686305 -0.822593 | 531 { 136 | 0.325 | 0.0017885 | 7.3846145 | 1.04 | 0.086

Tabla 3.13: Resultados Simulacién Muestrad.Indicel
OUT- Observacion outlier; DIRECCION: Direccién Proy. max.; NR: Nro. de outliers; P:Posicion del
outlier; INDI[' Valor del indice; INDMIN-INDMAX: Valor minimo ¥ miximo del indice resp.; PR y MED:
Promedio y mediana de los indices. Observacién de indice maximo:{—2.3605914.176431}.
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| OUT | DIRECCION NR P INDI | IMIN [NMAX | PR MED

| -2.1-0.1 | 0.9597207 0.2809558 | 427 | 281 | 1.1372 | 0.001711 [ 12.9617 | 1.26 | 0.0017 |
2.3 -0.5 | 0.9597207 0.2309558 | 427 | 321 | 1.6525 | 0.0014753 | 12.9571 | 1.26 | 0.00113 |
| -2.5 -0.6 | 0.9597207 0.2809558 | 427 | 360 | 2.2395 | 0.0012467 | 12.950 | 1.26 | 0.00121 |
‘ 2.7 -0.7 1 °0.9597207 0.2809558 | 427 | 380 | 2.9002 | 0.0010182 | 12,941 | 1.26 | 0.0010

Tabia 3.14: Resultados Simulacién Muestrab.Indice?
OUT: Observacion outher; DIRECCION. Direccidn Prov. max.; NR: Nro. de outliers:
P:Pasicion del outlier; INDI: Valor del indice: IMIN-IMAX: Valor minimo ¥ maximo del indice resp.: PR
y MED: Promedio y mediana de los indices.
Observacion de indice maximo: {5.0265933, —0.036649}

3.4.3 Comparacion con Componentes Principales (C.P.)

A continuacion vamos a comparar los resultados obtenidos. a partir de las
cinco muestras analizadas anteriormente, con el métode de Componentes
Principales. utilizando la distancia definida por Rao, ver (2.2) en pdg. . para
detectar posibles candidatos a outliers multivariables, y teniendo presente
que las observaciones con una distancia considerablemente grande, son las
primeras candidatas a outliers. se concluye:

¢ Al observar los valores mads altos dados en la tabla (3.15) para la Mues-
tra | (M1) se observa que el método (C.P.) no detecté ninguna de las
doce observaciones artificiales. correspondientes a las observaciones de
la 1001 a la 1012, como posibles candidatos a outliers, y detectd como
posibles outliers las observaciones 762:{4.2584625, —0.192521} y la 817:
{—1.259837, 0.144754}

e [n cambio al analizar las distancias de la Muestra 2, se observa que las
observaciones 1002-1008 poseen una distancia superior a 5, pudiéndolas
considerar como posibles candidatos a outliers.

Ademas es posible considerar como un potencial outlier la observacion
219: {—1.247171, 8.0376666}

e En la Muestra 3, el dinico posible candidato a outlier {con respecto a
los outliers considerados) es la observacion 1001, con una distancia de
Rao de 3.45, relativamente pequena, la distancia al cuadrado mas alta
la. presenta la observacion 986: {5.6392713, 1.3689572}, con un valor
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[ MI(n=1012) | M2(n=1009) | M3(n=1008) | Md(n=2005) | M5(n=3001)
| Nobs Dist. | Nobs Dist. | Nobs Dist. | Nobs Dist. | Nobs Dist.
} 579 | 5.84891 242 1.3166 408 | 3.11886 813 | 9.8002 | 2255 | 11.3681 |
346 | 5.97483 126 5.092 156 | 3.19456 | 1780 | 9.9193 | 2792 | 11.3812
723 | 7.00837 688 5.169 91 | 3.21879 18 | 10.1936 130 | 11.1586
169 | 7.04977 | 1002* 5.6008 909 | 3.34583 | 1653 | 10.2113 | 1219 11.879
469 | 7.32289 399 | 58124 | 1001* | 3.40168 7941 10.5053 | 1435 | 12.3788
[ 444 | 7.38251 95 5.9179 184 | 3.49265 392 10.555 194 12,417
350 7.0813 850 | B.8147 39 | 3.83437 702 | 10.6064 | 2380 12.639
555 | 7.60848 | 1003" 7.0249 396 | 3.87137 182 | 10.8954 923 | 13.1595
442 | 7.60944 | 1004° 8.604 159 | 395849 | 1884 | 10.9352 | 1716 | 13.7315
138 7.978 | 1005 10.343 238 | 447634 | 1033 { 12,3781 | 1403 | 14.4558
236 | 8.36308 | 1006* | 12.2419 609 | 4.78321 14 | 13.8975 | 1371 | 15.7379
Q47 | 8.57777 189 ] 13,4731 a6 | 5.36052 380 | 14.5034 | 28933 | 15.7638
55 | 863103 1 1007 | 14.3008 558 | 5.37512 | 1741 14.593 | 1259 | 15.9139
S17 | 9.70021 1 1008 | 16,5197 801 573345 | 1441 | 15.0469 | 1345 | 17.2964
762 | 9.90563 219 ¢ 23.0524 986 | B.6367 | 1R33 | 15.1974 | 2219 | 22.7358

Tabla 3.15: Resultados Por Componentes Principales.{C.P.)

Mi: Denota la Muestra z, {1 = 1,...,5); Nobs: Nro. de la Observacion en la muestra; Dist.: Distancia Df
de Rao. Observacicnes con *, representan los outliers artificiales, detectados por C.P
n=Tamano de |la muestra mas los outliers considerados.
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de 8.63. le sigue la observacion 30: {5.0144871, 1.5226295} con una
distancia de 5.73.

Con relacion a los outliers considerados para la Muestras 4, observa-
ciones de la 2001 a la 2005. el método por componentes principales
no detecto ninguna de esas observaciones como posibles candidatos a
outliers. Sin embargo detecté como posible outlier la observacion 1853:
{0.0967451, —1.751027} la cual tiene una distancia al cuadrado de Rao
de 15.19.

Para la Muestra 5. C.P. no detectd ninguna de las cuatro observa-
ciones artificiales como outliers, 3001 a la 3004: sin embargo detecto
como outliers las obsevaciones 2219: {—2.471685, —4.087878} v 1345:
{0.0111233. 1.7076549} con valores de 22.73 v 17.59 respectivamente.
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Capitulo 4

EJEMPLO DE APLICACION

Antertormente se analizo la eficiencia de los dos indices propuestos, el Indice
1 v el Indice 2. A continuacién vamos a utilizar ambos indices para detectar
posibles candidatos a observaciones outliers multivariables utilizando cinco
variables tomadas de la investigacidn realizada por Estrada v otros {1995).
Se cuenta con un total de 2094 observaciones. Solo consideramos los datos
correspondientes a las mujeres, un total de 785 observaciones con las siguien-
tes variables, las cuales hacen referencia a las medidas antropomeétricas de fa
poblacion laboral en Colombia.
Descripcion de las variables:

Pl7:
F18:
P21
P27
P32:

~Masa Corporal” { Peso/Estatura?)
“Brazo Flexionado y tenso” ( en cm.)
“Carpo (Muneca )” { en cm,)
“Tobillo (Menor)” ({ en ¢m.)
“Abdominal [ (Cintura)” ( en cm.)

La tabla (4.1) contiene algunas medidas descriptivas de las variables, en-

[ Var. | N [ Media Desv. Std | Minimo | Mdximo | Coef. Var. [ Rango |
P17 | 785 | 55.3503185 | 14.6909195 | 21.5 101.8 | 26.5417072 | 80.3
P18 | 785 | 28.0487898 | 2.9986097 | 21.4 38.5 | 10.6906918 | 17.1
P21 | 785 | 15.1220382 | 1.2755395 | 12.8 20,0 | 8.4349706 | 7.2
P27 | 7851 20.9327389 | 1.4718397 | 17.5 25.3 | 7.0312809 ) 7.8

l P32 | 785 | 77.7313376 | 9.1189747 | 60.1 106.7 | 11.7314008 | 46.6
Tabla 4.1: Estadisticas Descriptivas Basicas. Medidas Antropométricas.

32




minimo de cada una de las variables. Se observa un mavor rango de variacion
en la Masa Corporal (P17) v en la medida de la cintura (P32). ademas la
Masa Corporal tiene un coeficiente de variacion mayvor. la medida del tobillo
(P27} es la variable que presenta un menor coeficiente de variacion.

tre otras. el valor promedio. la desviacidén estindar. v los valores maximo v

fn las figuras 6-8 se ilustran: los histogramas y los graficos de cajas (Box-
plots). los cuales dan una idea acerca de la dispersion v asimetria de la
distribucién de donde provienen cada una de las variables, lo mismo que de
la dispersion de las variables dos a dos {ver figura 9).
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Figura 9: Matriz de Grificos de Dispersién para medidas aatropométricas
Doade: V2: Peso; V3: Long. Brazo, V4: Long. Mulleca V5: Long. Tobille, V6: Medida Cintura
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A continuacion se implementan los dos (ndices propuestos. el Indice | v
ol Indice 2 con 8 = 1.8, v se provectan los datos a lo largo de N = 5000
direcciones unitarias en f°.

e Con el Indice | se encontré como direccion de proveccion:
a = [=0.316911 0.0710417 0.3424639 — 0.19347 0. 11580351

ver tabla 4.2, v se obtuvieron como candidatos a observaciones cutliers.
con indices superiores a 4. las siguientes:

125.5 25.7 17.8 20.9 88.5]". Individuo que tiene medidas. tanto del To-
billo como de !a Cintura grandes. en comparaciéon con el resto.
longitud de la muneca por encima del promedio. y las otras medi-
das (Brazo v Masa Corporal} por debajo del promedio. ver 4.1

128 4 28,7 17.53 22.2 93.0). Individuo con Masa rorporal por debajo
del promedio. v las longitudes de la Muneca. Tobillo v Cintura
por encimia del promedio.

25,7 27.4 17.2 208 87.1). Individuo con Masa corporal inferior al
promedio v las longitudes de la Muneca v Cintura por encima del
promedio, v las otras medidas presentan muy poca diferencia con
¢l promedio.

e Con el Indice 2 la direccién encontrada por Projection Pursuit fue:
a = [—0.649032 0.3673515 — 0.518529 0.360812 0.211548)

(Con esta direccion, segun la tabla (4.3), las observaciones posibles can-
didatas a outliers son, entre otras:

[30.4 32.1 17.1 24.5 104.11" ({ = 10.003) : Individuo que tiene las lon-
gitudes de: Tobillo, Cintura y Muneca, superiores al promedio,
mientras que las otras longitudes estan por debajo del promedio.
ver 4.1

(32.1 33.1 19.0 24.9 103.9}" ([ = 4.88) : Individuo con medidas de la
Cintura, Tobillo y Muneca grandes, muy cercanas a los valores
maximos; la Masa corporal inferior al promedio vy la Longitud del
brazo por encima del promedio.
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DIRECCION | NB. | INDICE | OBSERVACION OUTLIER |
0.R1691100 | 22| 28560929 | 28.1 28.7 17.5 22.2 93.0
0.07104170 | 62 | 3.2247053 | 33.0 32.3 19.0 23.2 103.7
0.34246390 | 63 | 3.0214985 | 29.7 30.5 17.6 21.9 813
0019347000 | 76 | 3.2017006 | 26.5 26,3 18.2 22.8 90.5
011580350 | 145 | 12271849 | 26.0 24.9 18.5 20.6 82.2

166 | 2.7707764 | 27.5 28.1 17.2 21.8 R0.6
295 | 29618127 | 27.6 27.3 18.2 23.1 83.1
351 | 3.2089923 | 24,1 212 (8.1 20.9 74.8
|1 | 2.0651638 | 29.5 30,2 17.9 205 90.6
5040 | 3.0051233 | 301 30.6 18.2 23.5 83.7
652 | 2.6464834 | 218 24.9 18.5 225 754
631 | 4.6308389 | 25.5 25.7 17.8 20.9 88.5
696 | 3.5625237 | 25.5 25.5 16.6 19.5 84.3
700 | 29467921 | 26.1 25.9 16.7 21.0 0.0
702 | 42154671 | 25,7 274 17.2 208 87.1
TOR | 3.7520000 | 27.7.27.4 18 22.5 84.4
711 | 3.4467554 | 27.5 27.4 18.0 21.8 82.3
712 | 29348939 | 26.1 25.9 18.6 23.6 7T8.5
728 | 3.2532495 | 29.0 29.6 17.6 22,1 92.4
771 3.7712366 | 27.3 27.8 16.6 21.3 90.6
785 | 3.6563588 | 26.7 27.0 18.3 23.3 1.3

Tabla 4.2: Resultados del Indicel. Ejemplo Aplicacién
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' DIRECCION | NB. | INDICE | OBSERVACION OUTLIER
-0.6490320 | 35 | 25636423 | 29.1 30.9 18.2 23.1 96.6
0.3673515 | 75 | 2.3518993 | 33.0 33.0 18.7 23.1 102.7
-0.3185290 | 179 | 2.3079991 | 37.3 35.8 19.3 24.3 93.6
0.360R8120 | 223 | 2.2102291 | 26.5 27.6 17.7 24.2 88.6
0.2115480 | 352 | 3.7233074 | 28.2 28.9 17.8 24.0 99.7
400 | 2.7051114 | 28.4 28,1 16.4 22.7 84.8
432 | 3.7405920 | 20.8 29.9 16.7 22.6 93.1
498 | 3.5481283 | 29.5 30.2 17.9 24.5 90.6
501 | 4.8874086 | 32.1 33.1 19.0 24.9 103.9
670 | 10.003603 | 30.4 32.1 17.1 24.5 104.1
6RY | 2.7251812 | 28.2 27.3 17.2 24.1 89.6
| 695 | 3.7664471 | 28.1 30.6 17.2 22.6 95.1

i
J

Tabla 1.3: Resultados del Indice2. Ejemplo Aplicacion
NB Nro. de la observacion 5-variable; DIRECCION: Direccion de Proy. max : INDICLE: Valor del
indice.

Luego calculamos la distancia de Rao. utilizando las dos ultimas componentes
principales. Describimos algunas de las observaciones posibles candidatas a
outliers. ver tabla 4.4

179.730.8 14.5 20.3 104.1] {distancia? = 4.22): [ndividuo con Masa corporal,
l.ongitud del Brazo. por encima del promedio; longitud de la cintura
muy superior al promedio y cercano al maximo.

68.6 28 4 16 23.5 70.6] (distancia® = 3.96): Corresponde a un individuo con
Masa Corporal y Tobillo por encima del promedio y Longitud de la
Cintura inferior al promedio.

[30.432.117.124.5 104.1](distancia® = 3.43): Individuo con longitudes del
Brazo, la Muneca y el Tobillo, por encima del promedio. Ademads la
longitud de !a Cintura muy superior al promedio, cercana a la longitud
maxima (106.7) y la Masa Corporal por debajo del promedio. Este
punto corresponde a aquella que se ve alejada al hacer el grifico de las
altimas componentes principales, ver figura 10 y 11.
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NB. | DIST | OBSERVACION OUTLIER
753 | 2.70032 [ 61.3 28.5 15.1 23.5 74.3
160 | 2:72209 | 65.3 33.2 15.2 22.2 72
206 | 277835 | 73.129.9 14.6 20.1 97.4
103 | 2.78825 | 76.1 30.8 15.3 23.9 79.6
(72 | 279484 | 59.9 25.5 15 23 73.9
| 366 | 31285 | 56.2 28.2 14.2 22.7 67.6

136 | 3.21429 | 84.9 32 17 2.4.6 85.8

696 | 3.21667 | 25.5 25.5 16.6 19.5 84.3
268 | 3.25855 | 77.1 35.8 16.1 19.9 87.5
381 | 3.40043 | 64.8 29.1 15.4 23.5 71.1
670 | 3.43594 | 30.4 32.1 17.1 24.5 104.1
162 | 3.46614 | 67.8 29.7 14.8 24 77.4
396 | 3.80248 | 59.3 24.6 14.5 23.1 73.8
238 | 384981 | 71.3 304 15.1 243776
158 | 3.96761 | 68.6 28.4 16 23.5 70.6
752 | 4.22966 | 79.7 30.8 14.5 20.3 104.1

Tabla 4.4: Resultados de Componentes Principales. Distancia de Rao
NB. Nroo de la observacion 3-variable; DIST: Distancia al cuadrado de Rao.
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Capitulo 5
CONCLUSIONES

Al realizar la deteccion de outliers multivariables por medio de P.P. se imple-
menté una nueva técnica que logra detectar observaciones outliers complejas
que no son posibles de detectar por la técnica de Componentes Principales.

Al considerar los dos indices propuestos, el indice construide a partir del
indice radial unidimensional, en general, da mejores resultados que aquel
construido a partir de la diferencia media de Gini; aunque en algunas oca-
siones como en el caso de algunas distribuciones lognormales este indice sum-
inistré valores satisfactorios.

A partir de los resultados obtenidos a través de las simulaciones se insinua
que el método propuesto utilizando P.P., es una técnica que podria ser eficaz
en altas dimensiones para ello es necesario mas estudio experimental con el fin
de determinar la eficacia de esta metodologia, construyendo nuevos indices y
chequeando cual de ellos refleja mejor la estructura de los datos provectados.

Se sugiere como un futuro trabajo de investigacion examinar mas indices con
el fin de determinar uno o varios de estos que permitan detectar outliers en
estructuras complejas de datos multivariables que Componentes Principales
no es capaz de detectar, y hacer mas comparaciones con los otros métodos
existentes. Ademads se sugiere seguir investigando en este tépico, desde un
punto de vista tedrico y experimental, con el fin de hallar las distribuciones
asintéticas de los indices construidos.
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Capitulo 6

APENDICE

6.1 Apéndice A: Algoritmos para la (Generacién
de Muestras Aleatorias.

LLos siguientes algoritmos fueron revisados en el libro de Johnson. 1987,

6.1.1 Generacién de una Muestra Aleatoria de la Hiperes-
fera Unitaria

La distribucion uniforme en la p-esfera corresponde a direcciones igualmente
probables. La p-esfera es definida como el conjunto de puntos r € K? tal que
z'r = 1. Un punto z sobre la p-esfera se puede representar Unicamente por
p — | dngulos; #,,0,,...,8,_,, relacionados a partir de las ecuaciones:

x) = sin{fy)sin(fz) . ..sin(B,_0) sin(f,_1)

19 = sin(f))sin{fy) . . .sin(f,_») cos{f,_1)

z3 = sin(fy) sin{fy) . . . sin(fp_3) cos(F,_2)

Il

:1:,,_2 = sin(@;) sin(#;) cos(f3)
2p-1 = sin(fy) cos(fy)
zp = cos{61)(*)
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6.1.2  Algoritmo para generar una Muestra Aleatoria
de la Distribucion Uniforme sobre la p-Esfera

1. Genere ©,., como 2 x 7U donde U es uniforme {0, 1).
2. Genere @,_5 como cos™ (1 — 2 V) donde V es uniforme (0. 1).

3. Genere ©,0,,....0,_3 usando el método de rechazo descrito a con-
tinuacion.

4. Evalue X utilizando (¥}

Algoritmo para genérar los dngulos @, por el método de rechazo

. Generar U/} y U, variables aleatorias uniformes independientes (0. 1) y
tome z = wl/y.

)

. {Paso de Rechazo) si sina* < [y < | — | cos z*| regrese al paso 1.
3. Si Uy < sinr® haga ©, = z.

4. En caso contrario, Us > 1 — | cos Ik]. Si X <n/2haga©; = X +7/2.8i
X > 7/2 entonces haga ©; = X — /2

6.1.3 Algoritmo para la Generacién de una Muestra
de una Normal Multivariable.

1. Genere Y ~ N,(0, [}, donde [ es la matriz identidad de orden p x p.

2. Encuentre una matriz A triangulasr inferior tal que AA" =X {(Z es la
matriz de varianzas y covarianzas de la muestra a generar.) A se obtiene
por medio de la factorizacién de Cholesky de la matriz de varianzas y
covarlianzas.

3. Luego haga X = AY + pu.

4, Por ultimo el vector X ~ N,(g, X).

44




