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Medelĺın, Colombia

2019





Comparación de los métodos de
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Medelĺın, Colombia

2019





Dedicatoria:

A Dios, a mi madre, a mi amor y a mis

hermanas.
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Resumen

Los datos con censura en intervalos son comunes en varias áreas del conocimiento, tales

como: epidemioloǵıa, finanzas, demograf́ıa, medicina, entre otros. Ocurren cuando el even-

to de interés, el tiempo de falla, no se observa exactamente, sino que se encuentra dentro

de algún intervalo del tiempo de observación. La solución para esta situación es realizar

imputación de los datos que no se conocen exactamente. Las alternativas propuestas son

los métodos de imputación simple y múltiple, los métodos Bayesianos y el algoritmo ICM

(Iterative Convex Minorant) bajo el modelo de riesgos proporcionales de Cox fueron estu-

diados en esta investigación. En esta tesis se realizará una comparación v́ıa simulación de los

métodos anteriormente descritos. La comparación se realizará utilizando el error cuadrático

medio (ECM) de las respectivas estimaciones de los parámetros de interés y la probabilidad

de cobertura con un nivel de confianza nominal del 95 % y finalmente se realizará una apli-

cación con datos reales.

Palabras clave: Métodos de imputación múltiple, censura a intervalo, métodos Baye-

sianos, algoritmo ICM (Iterative Convex Minorant), modelo de riesgos proporcionales

de Cox.

Abstract

Interval-censored data are common in several areas of knowledge, such as: epidemiology,

finance, demography and medicine. These data occur when the event of interest, the time

of failure, is not observed exactly, but it is within a known interval of observation times. A

solution for this situation is to impute the data that is not known exactly. The proposed

alternatives are simple and multiple imputation methods. Bayesian methods and the ICM

(Iterative Convex Minorant) algorithm under the proportional hazards model of Cox were

studied in this research. In this thesis, a comparison will be made via simulation of the met-

hods described above. The comparison will be made using the mean square error (MSE) of

the respective estimators of the parameters of interest and the probability of coverage with

a nominal confidence level of 95 %. Finally an application will be made with real data.

Keywords: Multiple imputation methods, Interval-censored, Bayesian methods, ICM

(Iterative Convex Minorant) algorithm, proportional hazards model of Cox.
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1. Introducción

Los datos con censura en intervalos ocurren comúnmente en muchos campos, tales como:

demograf́ıa, epidemioloǵıa y estudios médicos. En tales estudios, los participantes se someten

periódicamente a observaciones o exámenes y los tiempos de falla no son observados exac-

tamente, pero se conoce que se encuentran dentro de algún intervalo [26]. Esto último es un

problema ya que convencionalmente se ha usado el ĺımite inferior, el punto medio o el ĺımite

superior del intervalo de inspección como tiempo de falla, esto es conocido en la literatura

como imputación simple y ha sido bastante utilizado por su simpleza frente a otros méto-

dos [41]. Sin embargo, estos métodos presentan problemas de sesgo de los estimadores de la

función de supervivencia, especialmente cuando los intervalos son de gran tamaño, o son de

diferentes longitudes [21, 24]. El uso de los métodos de imputación múltiple incorporando

variables auxiliares, es decir, información auxiliar acerca del tiempo de falla para las obser-

vaciones con censura en intervalos, pueden mejorar la eficiencia de los estimadores y reducir

el efecto de visitas perdidas en comparación con enfoques más simples [21]. Los enfoques Ba-

yesianos para el análisis de datos con censura en intervalos nos presentan otra opción para

abordarlos. En este trabajo se comparará v́ıa simulación la eficiencia relativa de los estimado-

res de los métodos de imputación múltiple, los métodos Bayesianos y el algoritmo ICM, bajo

el modelo de riesgos proporcionales de Cox para el análisis de datos con censura en intervalos.

Los métodos de imputación múltiple fueron estudiados inicialmente por Finkelstein [10] quién

desarrolló un método para ajustar el modelo de riesgos proporcionales cuando los datos con-

tienen observaciones con censura a la izquierda, a la derecha y en intervalos. Los resultados

obtenidos para probar las hipótesis de un coeficiente de regresión cero conducen a una gene-

ralización del test log-rank para comparación de varias curvas de supervivencia. Satten [37]

con el objetivo de evitar estimar la función de riesgo base propuso un enfoque de verosimi-

litud marginal para ajustar el modelo de riesgos proporcionales para los datos con censura

en intervalos. Goggins et al [16] propusieron un algoritmo Monte Carlo EM para ajustar el

modelo de riesgos proporcionales, maximizaron el promedio del log de la verosimilitud desde

los conjuntos de datos completos para obtener estimaciones actualizadas del parámetro y

Satten et al [38] propusieron un enfoque para el modelo de riesgos proporcionales para datos

con censura en intervalos en el que se obtienen estimaciones de los parámetros resolviendo

ecuaciones de estimación. Pan [32] reformuló el algoritmo ICM (iterative convex minorant)

como un método de proyección gradiente generalizado el cual conduce a una extensión natu-

ral al modelo de Cox. Sinha et al [40] usaron funciones constantes por tramos para modelar
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la función de riesgo base y presentaron algunos modelos semiparamétricos discretizados, in-

corporando estructuras de riesgo proporcionales y no proporcionales.

Pan [33] propuso un método semiparamétrico general basado en imputación múltiple para

el modelo de regresión de Cox y demostró que los resultados de las estimaciones de los co-

eficientes de regresión y el error estándar asociado suministra una alternativa prometedora

para el estimador de máxima verosimilitud no paramétrico (NPMLE). Bebchuk et al [4]

presentaron un algoritmo de aumento de datos para estimar la función de riesgo para los

datos con censura en intervalos. Ghosh et al [13] presentaron un método de verosimilitud

penalizado para el análisis de datos con censura en intervalos, Cai et al [7] desarrollaron un

enfoque de verosimilitud penalizada mediante un enfoque basado en modelos mixtos y mode-

laron el algoritmo de la función de riesgo base con un spline lineal. Hsu et al [22] propusieron

un enfoque de imputación múltiple usando el NPMLE para el análisis de datos con censura

en intervalos, Henschel et al [18] combinaron procedimientos MCMC con imputación para

modelos jerárquicos para datos con censura en intervalos desde un enfoque Bayesiano.

Zhang et al [56] propusieron un enfoque de máxima verosimilitud semiparamétrico basado

en spline para analizar el modelo de Cox; Yavuz y Lambert [55] discutieron el uso de p-spline

Bayesiano y propusieron una estrategia, la cual suministra una estimación suavizada de la

función de riesgo base y los efectos de las covariables globales. Wang et al [50] propusieron

un modelo de regresión de Cox dinámico para datos con censura en intervalos en un marco de

referencia Bayesiano donde las curvas de los coeficientes son constantes por tramos. Shen [39]

propone dos estimaciones de coeficientes de regresión en el modelo de riesgos proporcionales

de Cox, Xiao et al [54] estudiaron el algoritmo iterativo de imputación de un sólo punto

para el análisis de datos con censura en intervalos, este algoritmo combina la simplicidad del

SPI (Imputación iterativa de un sólo punto) y los pensamientos iterativos de la imputación

múltiple.

El trabajo esta organizado de la siguiente forma: En el Caṕıtulo 2, se describen los tiempos y

los tipos de falla con censura en intervalos, el modelo de riesgos proporcionales de Cox y las

medidas de calidad de estimadores. En el Caṕıtulo 3, se describen los métodos de imputación

múltiple y el algoritmo ICM (iterative convex minorant) para el análisis de datos con censura

en intervalos. En el Caṕıtulo 4, se describe el enfoque Bayesiano para el análisis de datos

con censura en intervalos bajo el modelo de riesgos proporcionales de Cox implementado por

Lin et al [26]. En el Caṕıtulo 5, se describen los paquetes del software R útilizados para el

análisis de regresión del modelo de riesgos proporcionales de Cox para datos con censura en

intervalos. En el Caṕıtulo 6, se muestra el estudio de simulación, los resultados obtenidos, el

análisis de los resultados y la aplicación a una base de datos real.



2. Marco Teórico

En este caṕıtulo se describen los datos de vida censurados por intervalos, los tipos de datos

de vida censurados por intervalos, el modelo de riesgos proporcionales de Cox y las medidas

de calidad de los estimadores.

2.1. Datos de vida censurados por intervalos

Una de las caracteŕısticas de los datos de tiempos de vida es la censura. Para las observacio-

nes con censura en intervalos, sólo se conoce un intervalo, dentro del cual la falla ha ocurrido.

Los tiempos de falla exactos y la censura a la derecha pueden ser registrados como un caso

especial de los tiempos de falla con censura en intervalos, en tales casos, el intervalo se reduce

a un simple punto en los tiempos exactos y para la censura a la derecha el intervalo consiste

del ĺımtie inferior y el ĺımte superior se toma como infinito, es decir, un número muy grande,

ya que el evento de interés no se presenta. Generalmente, se puede definir, una observación

con censura en intervalos como una unión de varios intervalos no superpuestos.

Los datos de tiempos de falla con censura en intervalos ocurren en muchas áreas, tales co-

mo: demograf́ıa, epidemioloǵıa, finanzas, medicina y socioloǵıa. Un ejemplo t́ıpico de datos

con censura en intervalos ocurre en estudios médicos o de salud que implican seguimientos

periódicos, y en muchos ensayos cĺınicos y estudios longitudinales que caen dentro de esta

categoŕıa. En tales situaciones, los datos con censura en intervalos surgen de varias formas,

por ejemplo, un individuo puede perder uno o más exámenes que se han programado para

observar cĺınicamente posibles cambios en el estado de la enfermedad y luego regresar con un

estado cambiado. Alternativamente, los individuos pueden visitar centros cĺınicos en tiem-

pos que son convenientes para ellos más que en tiempos de observación predeterminados. En

ambas situaciones, los datos sobre el cambio de estado son censura en intervalos. Incluso si

todos los individuos del estudio siguen exactamente la programación de observación prede-

terminada, aún no se puede observar el tiempo exacto de la ocurrencia del cambio del estado

asumiendo que es una variable continua.
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2.1.1. Datos de vida censurados por intervalos tipo II

Suponga que los tiempos de vida para n individuos independientes consisten de n intervalos

(uno por individuo), dados por

(L1, R1], ..., (Ln, Rn] (2-1)

donde 0 ≤ Li ≤ Ti ≤ Ri ≤ ∞ y Li < Ri para todo i, es decir, una observación censurada

por intervalo por individuo, donde Ti es el tiempo de falla no observado del individuo i.

Los datos de vida censurados por intervalo que incluyen al menos un intervalo (L,R] con

ambos L y R pertenencientes a (0,∞), son usualmente referidos como datos con censura en

intervalos general o tipo II [17, 23, 42]. Es decir, los datos con censura en intervalos tipo II

son datos con censura que incluyen algunos intervalos finitos que no contienen el cero. Otra

manera de representar una observación con censura en intervalos tipo II es usar:

δ1 = I(T ≤ L), δ2 = I(L < T ≤ R), δ3 = I(T > R). (2-2)

Asumiendo que cada sujeto es observado dos veces, donde L y R son dos variables aleatorias

que satisfacen L < R con probabilidad 1, es decir, las observaciones son censuradas por in-

tervalo, en caso de ser iguales se tienen datos exactos y por lo tanto no existe la necesidad de

la imputación, en este trabajo se enfocará extrictamente en observaciones por intervalos; T ,

es una variable aleatoria que representa el tiempo de falla de un individuo, δ1 es la indicadora

de una censura a la izquierda, es decir, el evento de interés sucedió antes de inicio del proceso

de observación, δ2 es la indicadora de una censura en intervalos, es decir, el evento de interés

sucedió dentro de un intervalo de dos observaciones consecutivas y δ3 es la indicadora de una

censura a la derecha, es decir el evento de interés no sucedió hasta el final del proceso de

observación. Este tipo de datos surgen de estudios longitudinales con seguimientos periódicos.

2.1.2. Datos de vida censurados por intervalos tipo I

Es comúnmente usado para referirse a datos de vida con censura en intervalos en los cuales

todos los intervalos observados incluyen ya sea tiempo cero o infinito [17, 23]. En otras pala-

bras, la observación del tiempo de vida de cada individuo es ya sea censura a la izquierda o a

la derecha, es decir, ya sea L = 0 ó R =∞, donde L y R son los ĺımites inferior y superior del

intervalo. Los datos con censura en intervalos tipo I ocurren cuando cada sujeto del estudio

es observado sólo una vez y la sola información observada para el evento de interés es si el

evento ha ocurrido antes del tiempo de observación. Estos datos tipo I también se conocen

como “status data”.

En este trabajo se analizarán los datos con censura en intervalos general o tipo II y no los

datos con censura en intervalos tipo I donde cada individuo es observado en un punto único
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en el tiempo, ni los datos de vida exactos. En la Tabla 2-1 se muestra el tipo de observaciones

que se usaron en la tesis.

Observación Ĺımites del intervalo bL,Rc Indicador de censura

Censura a la izquierda del tiempo R 0 = L < R <∞ δ = 0

Censura en el intervalo bL,Rc 0 < L < R <∞ δ = 1

Censura a la derecha del tiempo L 0 < L < R =∞ δ = 2

Tabla 2-1.: Taxonomı́a de las observaciones censuradas en intervalos.

2.2. Modelo de riesgos proporcionales

La función de riesgo depende en general del tiempo y un conjunto de variables explicatorias,

las cuales pueden ser por ejemplo un indicador de tratamiento, la edad y el género. Un

análisis de regresión suministra una evaluación de los efectos de las variables explicatorias

en el tiempo de falla. El modelo de riesgos proporcionales propuesto por Cox [8] separa estos

componentes especificando que el riesgo en el tiempo t para un individuo cuyo vector de

variables explicatorias es x, está dado por:

h(t|x) = h0(t) exp(x′β) (2-3)

donde h0(t) es la función de riesgo de la distribución base F0 y β es un vector de coeficientes

de regresión. El segundo término está escrito en forma exponencial porque debe ser positivo,

x′β es llamado el predictor lineal. El modelo en (2-3) implica que la razón de riesgos para dos

individuos depende únicamente de la diferencia entre sus predictores lineales en cualquier

tiempo. Este modelo especifica que las variables explicatorias actúan multiplicativamente en

la función de riesgo.

Bajo el modelo de riesgos proporcionales la función de supervivencia condicional de T dado

x tiene la forma

S(t|x) = exp[−H0(t) exp(x′β)] = [S0(t)]
exp(x′β), (2-4)

donde

H0(t) =

∫ t

0

h0(s)ds

y

S0(t) = exp

[
−
∫ t

0

h0(s)ds

]
son la función de riesgo acumulada base y la función de supervivencia base.
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La función de riesgo acumulada condicional de T dado x tiene la forma

H(t|x) = H0(t) exp(x′β). (2-5)

El modelo de riesgos proporcionales es el modelo de regresión más usado en el análisis de

tiempos de falla.

2.3. Medidas de calidad de estimadores

Para saber si las estimaciones de los parámetros de interés de un modelo, obtenidas de una

muestra, son significativas, se pueden utilizar medidas de calidad como el análisis al centro de

la distribución muestral, insesgamiento y la mı́nima varianza. Al calcular estas medidas bajo

comparación se puede saber cuál es el mejor. El error cuadrático medio y la probabilidad

de cobertura de un intervalo de confianza dan una medida para evaluar la calidad de los

estimadores.

2.3.1. Error cuadrático medio

Sea θ̂ un estimador de un parámetro desconocido θ, el error cuadrático medio se define como

el valor esperado del cuadrado de la diferencia entre θ̂ y θ.

ECMθ = E[(θ̂ − θ)2]

= E[θ̂2 − 2θθ̂ + θ2]

= E(θ̂2)− [E(θ̂)]2 + [E(θ̂)]2 − 2θE(θ̂) + θ2

= V (θ̂) + [θ − E(θ̂)]2

= V (θ̂) + [B(θ̂)]2

(2-6)

donde B(θ̂) y V (θ̂) son el sesgo y la varianza del estimador puntual de θ, respectivamente.

En estudios de simulación en los cuales se obtienen varias estimaciones de un parámetro de

interés, el ECM puede hallarse de esta manera: Suponga que θ̂ es un vector de n estimaciones

de θ, el ECM estimado del estimador es:

ECMθ =
1

n

n∑
j=1

(θ̂j − θ)2 (2-7)
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2.3.2. Probabilidad de cobertura de un intervalo de confianza

Basada en las simulaciones para la estimación de los parámetros de interés de un modelo,

la cobertura de un intervalo es simplemente el porcentaje de los intervalos que incluyeron el

verdadero valor del parámetro.

En estudios de simulación en los cuales se pueden obtener varias estimaciones de un paráme-

tro de interés, la probabilidad de cobertura puede hallarse de esta manera: Suponga que θ̂ es

un vector de n estimaciones de θ. Al construir cada intervalo de cada estimación del paráme-

tro, la probabilidad de cobertura es el número de intervalos que incluyeron al verdadero valor

del parámetro.

(θ̂j − q× sdj < θ < θ̂j + q× sdj) (2-8)

donde q es el cuantil de una distribución de probabilidad con un nivel de confianza nominal

determinado y sd es la desviación estándar de cada estimador.



3. Métodos de Imputación Múltiple y el

Algoritmo ICM

En este caṕıtulo se describen el enfoque de imputación múltiple, el algoritmo de aumento

de datos propuesto por Tanner et al [46, 45] y el algoritmo ICM (iterative convex minorant)

extendido, propuesto por Pan [32] para el análisis de datos con censura en intervalos.

3.1. Enfoque de imputación múltiple

En Sun [43] la imputación múltiple es un enfoque general para el manejo de los datos faltan-

tes como en [29] y es comúnmente usado por ejemplo en encuestas por muestreo. Los datos

faltantes usualmente se presentan cuando en algunos sujetos no se observa información de la

variable de interés. La censura o los tiempos de falla con censura en intervalos difieren de los

datos faltantes en naturaleza porque el primero suministra alguna información incompleta

acerca de la falla de las variables de interés. Es decir, los datos con censura en intervalos

son realmente datos incompletos, y no exactamente datos faltantes, sin embargo, es posible

realizar el proceso de imputación de este tipo de datos a través de los tiempos observados. La

imputación múltiple a diferencia de la imputación simple reemplaza cada valor no observado

por dos o más valores probables lo que conduce a múltiples conjuntos de datos imputados

cada uno de los cuales son analizados separadamente por un método estándar, los análisis de

estos conjuntos de datos toman en cuenta la variabilidad debida a los valores no observados

de los datos originales.

El algoritmo de aumento de datos dado en Tanner [46, 45] aplica el enfoque de imputación

múltiple para el análisis de datos con censura en intervalos. El algoritmo es originalmente

diseñado para calcular la distribución posterior de los parámetros de interés e itera entre

dos pasos: Pasos de imputación y cálculo de la distribución posterior. En el primer pa-

so se genera el parámetro de la estimación actual de su distribución posterior. Luego, se

generan m conjuntos de datos no observados (o completos) de la distribución condicional

dados los datos observados (o incompletos) y los m parámetros generados, donde m es un

entero pre-especificado. En el segundo paso, se obtiene la distribución posterior dados los

datos observados y cada conjunto de datos no observados. La distribución posterior actua-

lizada de los parámetros es entonces dada por las mezclas de las m distribuciones posteriores.
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A continuación se describen los algoritmos PMDA (Poor Man’s Data Augmentation) y AN-

DA (Asymptotic Normal Data Augmentation) para datos con censura en intervalos.

3.2. Algoritmo PMDA para los datos con censura en

intervalos

Si se reemplaza cada intervalo de censura finita, por un tiempo de supervivencia probable, se

puede usar un método estándar para analizar los datos imputados (y posiblemente censura a

la derecha). El mayor inconveniente de la imputación simple anterior es que trata los valores

no observados como si fueran conocidos y por lo tanto subestiman la verdadera variabilidad.

La imputación múltiple supera esta deficiencia reemplazando cada valor no observado con

dos o más valores probables. Por lo tanto, la imputación múltiple conduce a conjuntos de

datos múltiples imputados, cada uno de los cuales son analizados separadamente por un

método estándar y entonces los resultados son combinados. Los análisis de estos conjuntos

de datos múltiples imputados tienen el potencial de tomar en cuenta la variabilidad debido a

la pérdida de información de los datos originales. Pan [33] utilizó el algoritmo PMDA en [51]

con el fin de imputar los tiempos de supervivencia de los datos con censura en intervalos, esto

implica crear conjuntos de datos múltiples imputados usando el siguiente algoritmo iterativo.

El supeŕındice (i) representa la i-ésima iteración, el sub́ındice (k) el k-ésimo conjunto de datos

imputados y (j) el número de observaciones. Sea (Lj, Rj) la j-ésima observación con censura

en intervalo, X es una matriz que representa las variables explicatorias del modelo de Cox y

X ′kj representa las filas de esta matriz, con j = 1, ..., n y k = 1, 2, ...,m.. Los parámetros pa-

ra ser estimados incluyen los coeficientes de regresión β̂ y la función de supervivencia base S0.

a. Para comenzar, suponga que las estimaciones actuales del coeficiente de regresión y la

supervivencia base son β̂
(i)

y Ŝ
(i)
0 respectivamente.

b. Genere m bases de datos de posibles observaciones con censura a la derecha aśı: Para

cada observación (Lj, Rj, Xj), con j = 1, ..., n y k = 1, ..,m, si Rj < ∞, obtenga Zj

de la distribución (Ŝ
(i)
0 )exp(X

′
j β̂

(i)
), condicional en que (Lj < Zj ≤ Rj) y sea Tkj = Zj y

δkj = 1; si Rj =∞, sea Tkj = Lj y δkj = 0.

Cada base de datos está compuesta de la siguiente manera, por ejemplo para k = 1, la

primera base de datos es:
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(T1j, δ1j, X
′
1j) =



(T11, δ11, X
′
11)

(T12, δ12, X
′
12)

.

.

.

(T1n, δ1n, X
′
1n)


hasta obtener las m bases de datos,

(T 1j, δ1j,X
′
1j), ..., (Tmj, δmj,X

′
mj)

c. Usar cada (T kj, δkj,X
′
kj), con j = 1, ..., n y k = 1, ..,m para ajustar un modelo de

Cox y obtener un estimado β̂
(i)

(k) y su estimación de la covarianza Σ̂
(i)

(k).

d. Basado en (T kj, δkj,X
′
kj) y β̂

(i)

(k), calcule el estimador de Breslow de la supervivencia

base Ŝ
(i)
0,(k) para k = 1, ...,m.

e. Haga

β̂
(i+1)

=
1

m

m∑
k=1

β̂
(i)

(k)

Ŝ
(i+1)
0 =

1

m

m∑
k=1

Ŝ
(i)
0,(k)

Σ̂
(i+1)

=
1

m

m∑
k=1

Σ̂
(i)

(k) +

(
1 +

1

m

)∑m
k=1

(
β̂

(i)

(k) − β̂
(i+1)

)(
β̂

(i)

(k) − β̂
(i+1)

)′
m− 1

.

f. Haga i← i+ 1. Vuelva al paso ’a.’ hasta que β̂
(i)

converja.

Los valores de β̂
(i)

, Σ̂
(i)

y Ŝ
(i)
0 donde se obtiene la convergencia son las estimaciones finales.

El algoritmo anterior se puede resumir como se muestra en la siguiente tabla:

Iteraciones Bases de datos imputadas (k)

1 2 . . . m

1 β̂
(1)

(1), Σ̂
(1)

(1) β̂
(1)

(2), Σ̂
(1)

(2) β̂
(1)

(m), Σ̂
(1)

(m)
...

i β̂
(i)

(1), Σ̂
(i)

(1) β̂
(i)

(2), Σ̂
(i)

(2) β̂
(i)

(m), Σ̂
(i)

(m)

i+ 1 β̂
(i+1)

(1) , Σ̂
(i+1)

(1) β̂
(i+1)

(2) , Σ̂
(i+1)

(2) β̂
(i+1)

(m) , Σ̂
(i+1)

(m)
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Suponiendo que se tienen i iteraciones y m bases de datos imputadas, para cada una de

las bases de datos se obtiene una estimación de los parámetros de regresión del modelo

de Cox, β̂
(i)

(k), y una matriz de varianzas y covarianzas asociada Σ̂
(i)

(k). Cuando se llegue a

la convergencia se promedian las estimaciones de los parámetros de cada base de datos

imputada en cada iteración. En el caso de la variabilidad se tienen dos fuentes, la primera,

se refiere a la varianza de las estimaciones dentro de cada base de datos imputada que al

considerar independencia se promedian las varianzas de cada base de datos en cada iteración,

que corresponde al primer término de la varianza en el paso ’e.’ y la segunda, se refiere a la

varianza de las estimaciones de los parámetros entre cada base de datos imputada de cada

iteración multiplicada por un factor de inflación, (1 + 1/m), debido a muestras finitas, esta

corresponde al segundo término de la varianza en el paso ’e.’ del algoritmo.

3.3. Algoritmo ANDA para datos con censura en

intervalos

El algoritmo ANDA se implementa modificando dos pasos en el algoritmo PMDA, aśı: en el

paso ’e.’, la posterior del coeficiente de regresión es aproximado por una mezcla de distribu-

ciones normales,

g(i+1)(β) =
1

m

m∑
k=1

g(i)(β̂
(i)

(k), Σ̂
(i)

(k)), (3-1)

donde g(i) es una función de densidad de probabilidad normal multivarida, con media β̂
(i)

(k) y

matriz de varianzas y covarianzas Σ̂
(i)

(k).

En el paso ’b.’ primero se muestrea m veces de g(i)(β) para obtener β
(i)
k , k = 1, 2, ..,m;

entonces para cada k y cada observación con censura en intervalos (Lj, Rj, Xj), se obtiene

Zj de la distribución (Ŝ
(i)
0 )exp(X

′
j β̂

(i)
), condicional en que (Lj < Zj ≤ Rj) y conserva las

observaciones con censura a la derecha, los otros pasos son los mismos.

3.4. Algoritmo ICM (Iterative Convex Minorant)

De acuerdo a Pan [32], Turnbull [47] presentó un algoritmo EM para el cálculo del estimador

de máxima versimilitud no paramétrico (NPMLE) de la función de distribución del tiempo

de falla para los datos con censura en intervalo sin variables explicatorias. Groeneboom y

Wellner [17] propusieron un algoritmo ICM (Iterative Convex Minorant) el cual es mucho

más rápido que el algoritmo EM. En el modelo de Cox para los datos con censura en interva-

lo, Finkelstein [10] modificó el método de Newton-Raphson después de la reparametrización.

Este enfoque usa la matriz Hessiana en cada iteración. Sin embargo, para un modelo de



12 3 Métodos de Imputación Múltiple y el Algoritmo ICM

tiempo continuo sin agrupar, la dimensión de los parámetros desconocidos está en el orden

del número de observaciones, que a menudo es más de cientos. Además, la matriz Hessiana

es casi singular, lo cual puede ocasionar algunos problemas numéricos al invertirla. A dife-

rencia de este método, ni el algoritmo EM ni el ICM necesitan invertir la matriz Hessiana, de

hecho el algoritmo ICM sólo necesita los elementos de la diagonal de la matriz Hessiana. El

algoritmo EM es dif́ıcil de usar en el modelo de Cox para tiempos de supervivencia continuos

[2]. Por lo tanto una extensión del ICM para el modelo de Cox tiene una importancia práctica.

Para entender el algortimo ICM, se debe de revisar la proyección gradiente generalizada

(GGP), un esquema de optimización general [30, 5]. Especificamente, suponga que se quiere

maximizar una función f(x) en un conjunto cerrado convexo X. Denote ∇f la primera

derivada de f , H una matriz simétrica definida positiva. El GGP actualiza su estimación

actual x(i) por

x(i+1) = Proj
[
x(i) + α(i)H(i)−1∇f(x(i)), H(i),X

]
donde, α(i) > 0 y Proj es la operación proyección definida por

Proj(x0, H,X) := arg mı́n
x
{(x− x0)

′H(x− x0) : x ∈X} .

La iteración x(i) en la convergencia se toma como una solución del problema de maximización.

3.4.1. ICM para datos con censura en intervalos sin variables

explicatorias

Para los datos con censura en intervalos, el tiempo de interés, es decir, el tiempo de supervi-

vencia Tj, no es observado exactamente. Las observaciones son tiempos censurados, (Lj, Rj)

para j = 1, 2, ..., n. Sólo se conoce que 0 ≤ Lj ≤ Tj ≤ Rj ≤ ∞. Se asume que Tj y (Lj, Rj)

son independientes y {Tj} y {(Lj, Rj)} son respectivamente dos muestras aleatorias. El in-

terés está en estimar la función de distribución de probabilidad de Tj y F0 = 1−S0 (Función

de distribución de supervivencia base) de {(Lj, Rj)}.

El log de la verosimilitud, ver Turnbull [47], es

L[F | {(Lj, Rj)}] =
n∑
j=1

log [F (Rj)− F (Lj−)] . (3-2)

El estimador de máxima verosimilitud no paramétrico, NPMLE, F̂0 de F0 es una función con-

tinua por la derecha que maximiza L(F ). Para facilitar el cálculo de F̂0 por el ICM, Groene-

boom y Wellner [17] definieron el NPMLE, F̂0, como una función que es constante por tramos.

Hasta el momento, el ICM es sólo aplicable a datos con censura en intervalos sin variables
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explicatorias. Pan [32] reformuló el ICM como un método GGP [30, 5]. Denote la primera

derivada ∇L y la segunda derivada ∇2L de L con respecto a F = (F (τ1), F (τ2), ..., F (τk))
′,

siendo τ1, τ2, ..., τk los estad́ısticos de orden de Lj y Rj, 1 ≤ j ≤ n. G es una matriz diago-

nal k x k con diagonal igual a −∇2L. Para tener una función de distribución apropiada se

necesita la restricción F ∈ R = {F : 0 ≤ F (τ1) ≤ ... ≤ F (τk) ≤ 1}. Denote las estimaciones

de la i-ésima iteración como F (i). Entonces el ICM itera como

F (i+1) = Proj
{
F (i) +G(F (i))−1∇L(F (i)), G(F (i)), R

}
(3-3)

donde la proyección por definición es

Proj(y, G,R) := arg mı́n
x

{
k∑
i=l

(yi − xi)2Gii : 0 ≤ x1 ≤ x2 ≤ ... ≤ xk ≤ 1

}
(3-4)

lo cual es un problema de regresión de mı́nimos cuadrados isotónico y por lo tanto puede ser

eficientemente realizado por el algoritmo PAV (pool-adjacent-violators) [36]. La proyección

garantiza que el nuevo F (i+1) sigue siendo una función de distribución adecuada. Además,

la proyección parece acelerar la convergencia. Evidentemente, este es un caso especial del

método GGP. Sin la proyección, la anterior iteración es un paso de Newton-Raphson donde

sólo son usados los elementos de la diagonal de la matriz Hessiana. La estimación F (i) en la

convergencia es el NPMLE.

Aragon y Eberly [3] definieron el algoritmo (DICM) como

F (i+1) = Proj
{
F (i) + αjG(F (i))−1∇L(F (i)), G(F (i)), R

}
(3-5)

donde αj es dada por

αj = máx
{

1/2i : L(F (i+1)) > L(F (i)), i = 0, 1, 2, ...
}

(3-6)

que intenta tomar un gran tamaño de paso mientras la verosimilitud aumenta.

Lo atractivo del algoritmo DICM es su convergencia global y que incrementa la verosimilitud

en cada paso.

3.4.2. ICM extendido al modelo de Cox

El modelo de riesgos proporcionales de Cox es usado frecuentemente en análisis de super-

vivencia. Asume que la función de riesgo h(t|x) con vector de variables explicatorias x es

proporcional a una función de riesgo base, h(t|x) = h0(t) exp(x′β). En términos de las

funciones de distribución

1− F (t|x) = [1− F0(t)]
exp(x′β)

donde F0 es la distribución de base desconocida, β es el vector de coeficientes de regresión

y las n observaciones son: (L1, R1, X1), ..., (Ln, Rn, Xn)
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El log de la verosimilitud es, ver Finkelstein [10],

L(F0,β) =
n∑
j=l

log
{

[1− F0(Lj−)]exp(x
′
jβ) − [1− F0(Rj)]

exp(x′
jβ)
}
. (3-7)

L se maximiza para obtener el NPMLE de los coeficientes de regresión junto con la dis-

tribución de base, F̂0. El enfoque a este problema de maximización es extender el ICM

propuesto por Pan [32]. Extender el ICM es sencillo considerando los coeficientes de re-

gresión como otro componente de parámetros, además de la función de distribución base.

Denote por ∇1L(F0,β) = ∂L(F0,β)/∂F0 y ∇2L(F0,β) = ∂L(F0,β)/∂β las primeras deri-

vadas, G1(F0,β) y G2(F0,β) son las correspondientes matrices diagonales de las segundas

derivadas. El ICM extendido itera como

F (i+1) = Proj
{
F

(i)
0 + αjG1(F

(i)
0 ,β(i))−1∇1L(F

(i)
0 ,β(i)), G1(F

(i)
0 ,β(i)), R

}
(3-8)

β(i+1) = β(i) + αjG2(F
(i)
0 ,β(i))−1∇2L(F

(i)
0 ,β(i)) (3-9)

donde αj y Proj fueron definidos anteriormente. La proyección se toma para asegurar que

la estimación de F0 sea una función de distribución apropiada lo que requiere que F̂0 sea no

decreciente y esté entre 0 y 1. Ya que no existen restricciones para β no se realiza ninguna

proyección.

Pan [32] propone maximizar la verosimilitud conjuntamente con F0 y β.

Este método no suministra información necesaria para calcular los intervalos de confianza

para los parámetros de regresión, esta caracteŕıstica es un gran inconveniente para este

método. Se usó bootstrap para calcular los intervalos de confianza de los parámetros dados

en la Tabla 6-5.



4. Enfoque Bayesiano

En este caṕıtulo se explica el enfoque Bayesiano para el análisis de datos con censura en

intervalos bajo el modelo de riesgos proporcionales de Cox implementado por Lin et al [26].

El estudio de análisis de supervivencia que implica n sujetos independientes da origen a los

datos con censura en intervalo,

D = (Lj, Rj,xj)
n
j=1

donde Lj y Rj son los ĺımites inferior y superior del intervalo respectivamente y xj es el

vector de variables explicatorias, para el tiempo de supervivencia de interés Tj, denote por

S(t;x,β) la función de supervivencia para un sujeto con variables explicatorias x y un vector

de parámetros β. La función de verosimilitud está dada por,

L(β|D) =
n∏
j=1

[S(Lj;xj ,β)− S(Rj;xj ,β)] (4-1)

y el principal objetivo es hacer inferencia acerca de β.

En el análisis Bayesiano se asume que β es aleatorio y sigue una distribución conocida la

cual se denota por π(β) y es llamada la distribución a priori. Por lo tanto, se hace inferencia

acerca de β basada en la distribución posterior

π(β|D) =
L(β|D)× π(β)∫

β
L(β|D)× π(β)dβ

. (4-2)

Si la distribución posterior tiene una forma cerrada se puede hacer inferencia acerca de β.

Es decir, se puede estimar a β por la media posterior definida como la media de β con res-

pecto a π(β|D). En muchas aplicaciones, sin embargo, π(β|D) no tiene una forma cerrada

y de hecho la distribución posterior es demasiado complicada para ser usada directamente,

entonces se debe muestrear de ella para hacer la inferencia.

En general, dos tareas básicas están involucradas en el análisis Bayesiano. Primero, se ne-

cesita seleccionar una distribución a priori para los parámetros y segundo se debe utilizar

algunos de los métodos computacionales para obtener la muestra de la distribución posterior.
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Lin et al [26], proponen un novedoso y eficiente enfoque Bayesiano para el análisis de los

datos con censura en intervalos general bajo el modelo de riesgos proporcionales de Cox.

Este enfoque es parte de una serie de enfoques novedosos [27, 28, 6] ya que comparten dos

estrategias comunes: La primera, todos adoptaron splines monótonos [34] para modelar las

funciones no decrecientes de base desconocidas. Lin et al [26] modelaron la función de riesgo

acumulada base bajo el modelo de riesgos proporcionales de Cox como en Cai et al [6]. La

segunda, todos adoptaron aumento de datos para facilitar el cálculo Bayesiano. Lin et al

[26] extendieron el aumento de datos de Cai et al [6] a una estructura de datos de censura

en intervalos general basada en la relación entre el modelo de riesgos proporcionales y un

proceso Poisson latente no homogéneo. Este enfoque Bayesiano fue el que se utilizó en este

trabajo. A continuación se explica el enfoque.

4.1. Los datos y la función de verosimilitud

Suponga que existen n sujetos independientes en el estudio. Por cada sujeto j denote por

Tj el tiempo de falla de interés y xj el vector de variables explicatorias. Tj no es observado

exactamente pero se conoce que cae en un intervalo observado (Lj, Rj]. Denote por F (t|x) la

función de distribución acumulada del tiempo de falla de interés dado el vector de variables

explicatorias x. Por lo tanto, para el modelo de riesgos proporcionales de Cox, F (t|x) =

1 − exp[−∆0(t) exp(x′β)], donde ∆0(t) denota la función de riesgo acumulada base. La

verosimilitud basada en los datos observados (Lj, Rj,xj)
n
j=1 es

L =
n∏
j=1

[F (Rj|xj)− F (Lj|xj)]. (4-3)

El intervalo observado (Lj, Rj] para el tiempo de falla Tj toma (0, Rj] en el caso de la censura

a la izquierda y (Lj,∞) en el caso de la censura a la derecha. Para diferenciar los tipos de

censura la función de verosimilitud está dada por:

L =
n∏
j=1

F (Rj|xj)δj1 [F (Rj|xj)− F (Lj|xj)]δj2 [1− F (Lj|xj)]δj3 (4-4)

donde δj1, δj2, δj3 son las indicadoras de censura para el sujeto j, denotando censura a la

izquierda, intervalo y derecha, respectivamente, y δj1 + δj2 + δj3 = 1. Este enfoque está ba-

sado en la función de verosimilitud dada en (4-4). Es mejor usar la función de verosimilitud

porque no requiere especificar ningún supuesto de la distribución del proceso de observación.

Cuando la distribución del proceso de observación no contiene los parámetros de interés β

y ∆0, la función de verosimilitud hace una inferencia eficiente de β y ∆0 [43].



4.2 Modelo de la función de riesgo acumulada base, ∆0(t) 17

4.2. Modelo de la función de riesgo acumulada base, ∆0(t)

El modelo de la función de riesgo acumulada base, ∆0(t), está basado en una combinación

lineal de splines monótonos de Ramsay [34] aśı como en Joly et al [25] y Cai et al [6]. Esta

estrategia ha sido efectivamente usada para modelar funciones no decrecientes desconoci-

das en otros modelos de supervivencia, tales como modelar la distribución acumulada base

transformada del modelo probit [27] y la odds base [28] o el logaritmo de la odds base [48]

en el modelo de odds proporcionales. La función de riesgo acumulada base es modelada aśı,

∆0(t) =
k∑
l=1

γlIl(t|d) (4-5)

donde cada Il(.|d) es una función base de splines monótonos con grado d, cada una de ellas

es una función no decreciente de 0 a 1, y las γls son coeficientes no negativos de los splines

con el fin de asegurar que ∆0(t) sea una función no decreciente, d controla el suavizamiento

de los splines, tomando por 1, las funciones por tramos lineales, 2, las funciones cuadráticas

y 3, las funciones cúbicas, etc. Los splines monótonos son llamados I-splines (o integrados)

porque ellos son funciones integradas de M-splines [34].

La construcción de las funciones base de splines monótonos dentro del intervalo [a,b] se

presenta a continuación:

1. Se seleccionan el grado d y el número m de knots internos dentro del intervalo [a,b], es

decir, ξ1 < ξ2 < ... < ξm.

2. Se construyen los M-splines usando las siguientes fórmulas recursivas: sea s1 = a, s2 =

ξ1, ..., sm+1 = ξm y sm+2 = b. Para d = 1 y l = 1, ..,m+ 1,

Ml(t|1) =


1

sl+1 − sl
, sl ≤ t < sl+1

0, en otro caso
(4-6)

para d ≥ 2, sea s1 = ... = sd = a, sd+1 = ξ1, ..., sd+m = ξm, y sm+d+1 = ... = sm+2d = b,

para l = 1, ...,m+ d

Ml(t|d) =
(t− sl)Ml(t|d− 1) + (sl+d − t)Ml+1(t|d− 1)

(sl+d − sl)
d

d− 1
, (4-7)

si sl ≤ t < sl+d. En otros casos Ml(t|d) = 0.

Cada Ml(.|d) es un tramo de polinomio distinto de cero sólo dentro del intervalo

[sl, sl+d) para l = 1, ...,m+ d
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3. Se obtienen las funciones base splines monótonos usando Il(t|d) =
∫ t
a
Ml(u|d)du para

cada l. Espećıficamente, para t ∈ [sj, sj+1) toma la siguiente forma:

Il(t|d) =


0, l > j∑j

h=l(sh+d+1 − sh)
Mh(t | d+ 1)

d+ 1
, j − d+ 1 ≤ l ≤ j

1, l < j − d+ 1,

(4-8)

para cada l = 1, ...,m+ d.

Las funciones base splines son totalmente determinadas una vez los grados y los knots son

especificados. El número k de las funciones base es igual al número de knots internos m

más los grados d. El número de grados recomendados son 2 o 3 para suministrar un sua-

vizamiento adecuado. En relación a la posición de los knots, en caso de que las posiciones

sean aleatorias esto conduce a una gran carga computacional, en contraste, seleccionando

un conjunto apropiado de knots fijos requiere menos esfuerzos computacionales mientras se

mantiene suficiente flexibilidad en el modelo, en general, usando de 10−30 knots (igualmente

espaciados o basados en cuantiles) suministra una adecuada flexibilidad del modelo para los

conjuntos de datos [6, 48].

4.3. Aumento de datos Poisson en dos etapas

Los métodos Bayesianos por lo general requieren muestrear todos los parámetros desconoci-

dos y las variables latentes de sus distribuciones posteriores formada por la combinación de

la función de verosimilitud y la distribución a priori. Con el fin de facilitar el cálculo de la

distribución posterior, Lin et al [26] proponen un aumento de datos tomando ventaja de la

relación del modelo de riesgos proporcionales y un proceso de Poisson latente no homogéneo.

Basado en la selección apropiada de las variables latentes Poisson del proceso de Poisson, la

verosimilitud de los datos aumentados expande a la verosimilitud dada en (4-4) y tiene una

mejor forma para el muestreo.

Especificamente, sea N(t) un proceso de Poisson latente no homogéneo con función de in-

tensidad acumulada ∆0(t) exp(x′β). Defina T = ı́nf(t : N(t) > 0), el tiempo de la primera

ocurrencia en el proceso de Poisson. Para cualquier t,

P (T > t) = P [N(t) = 0] = exp[−∆0(t) exp(x′β)],

lo que indica que T sigue el modelo de riesgos proporcionales. Para dos tiempos cualquiera t1
y t2 con t1 < t2, sea z = N(t1) el conteo de ocurrencias hasta el tiempo t1 y w = N(t2)−N(t1)
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el conteo de ocurrencias entre el tiempo t1 y t2, por la propiedad de incrementos indepen-

dientes de un proceso de Poisson no homogéneo, z y w son variables aleatorias Poisson

independientes con z ∼ P[∆0(t1) exp(x′β)] y w ∼ P{[∆0(t2)−∆0(t1)] exp(x′β)}.

Considerando que existe un proceso Poisson no homogéneo Nj(t) con una función de in-

tensidad acumulada (λ), ∆0(t) exp(x′β), asociada con cada sujeto j, para j = 1, 2, ..., n.

Para formalizar el aumento de datos, se consideró a tj1 = Rj1(δj1=1) + Lj1(δj2=1) + L−j 1(δj3=1)

y tj2 = R+
j 1(δj1=1) + Rj1(δj2=1) + Lj1(δj3=1) para j = 1, 2, ..., n basado en los datos obser-

vados. L−j es un punto del tiempo arbitrario entre 0 y Lj y R+
j es un punto del tiempo

arbitrario más grande que Rj. Se introdujeron dos variables latentes independientes Poisson,

zj ∼ P[∆0(tj1) exp(x′β)] y wj ∼ P{[∆0(tj2) −∆0(tj1)] exp(x′β)} para cada sujeto j. Intro-

duciendo wj en el caso de censura a la izquierda es innecesario porque Nj(tj2) no contribuirá

a ninguna información del tiempo de falla Tj, quedando zj = Nj(tj1) > 0. Por esta razón se

puede ignorar la variable latente wj y sólo tener una restricción zj > 0 en el caso de censura

a la izquierda. En el caso de censura en intervalos existen las restricciones, zj = 0 y wj > 0.

En el caso de censura a la derecha existen las restricciones zj = 0 y wj = 0. La función de

verosimilitud aumentada, LA, queda de la siguiente forma

LA =
n∏
j=1

P[zj|∆0(tj1) exp(xj
′β)]P{[wj|∆0(tj2)−∆0(tj1)] exp(xj

′β)]δj2+δj3} (4-9)

sujeto a las siguientes restricciones, zj > 0 si δj1 = 1, zj = 0 y wj > 0 si δj2 = 1 y zj = 0 y

wj = 0 si δj3 = 1. Se usa P(.|λ) para denotar la función masa de probabilidad Poisson con

λ como el parámetro de tasa.

La función de verosimilitud aumentada en (4-9) toma la forma de la producción de funciones

de masa de probabilidad Poisson, la cual es mucho más fácil de manejar que la verosimilitud

en (4-4). Sin embargo, la verosimilitud en (4-9) no puede suministrar actualizaciones de

formas cerradas para los coeficientes de las bases splines monótonos. De esta manera se toma

un aumento de datos adicional tomando ventaja de la propiedad de aditividad de las variables

aleatorias Poisson y la forma de linealidad de ∆0(t) en (4-5). Para cada j se descompone

zj y wj como una suma de k variables aleatorias independientes Poisson, zj =
∑k

l=1 zjl y

wj =
∑k

l=1wjl, donde zjl ∼ P[γlIl(tj1) exp(x′β)] y wjl ∼ P{γl[Il(tj2)−Il(tj1)] exp(x′β)} para

l = 1, 2, .., k. Aśı, la nueva función de verosimilitud aumentada es:

LA1 =
n∏
j=1

k∏
l=1

P[zjl|γlIl(tj1) exp(xj
′β)]P{[wjl|γl(Il(tj2)− Il(tj1)] exp(xj

′β)]δj2+δj3} (4-10)

sujeto a las siguientes restricciones
∑k

l=1 zjl > 0 si δj1 = 1,
∑k

l=1 zjl = 0 y
∑k

l=1wjl > 0 si

δj2 = 1 y
∑k

l=1 zjl =
∑k

l=1wjl = 0 si δj3 = 1.
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La verosimilitud aumentada en (4-10) toma la forma de la producción de las funciones de

masa de probabilidad Poisson y conecta directamente con los coeficientes de regresión y los

coeficientes de las bases de splines monótonos y además, forma la base del muestreador de

Gibbs propuesto. El aumento de datos Poisson usa las propiedades del modelo de riesgos

proporcionales y la estructura de los datos con censura en intervalos.

4.4. Distribuciones a priori y el cálculo de las

distribuciones posteriores

Se especifican las distribuciones a priori de los parámetros desconocidos β y γ = (γ1, γ2, ..., γk)

para combinarlas con la verosimilitud aumentada (4-10) para el cálculo de la distribución

posterior. Se asignaron distribuciones a priori exponenciales, exp(λ), para los γ′ls y se asignó

una distribución a priori Gamma G(aλ, bλ) al hiperparámetro λ, con media aλ/bλ y varianza

aλ/b
2
λ. Esta especificación de la a priori es favorable desde una perspectiva computacional

porque conduce a formas conjugadas para cada una de las distribuciones condicionales pos-

teriores de γ′ls y λ. Este enfoque trata a λ como aleatoria y asigna a este hiperparámetro una

distribución a priori Gamma, con el fin de permitir un ajuste automático con mucho menos

esfuerzo computacional. Para βr, r = 1, 2, ..., p se asignaron distribuciones a priori normales,

π(βr) = N(µr, σ
2
r), esto conduce a una distribución posterior condicional log-concava para

cada βr, que se puede muestrear fácilmente usando el muestreo de rechazo adaptado (ARS)

ver [14]. Los valores especificados para aλ = bλ = 1 y σ2
j = 100.

El muestreador de Gibbs [12, 11] es uno de los algoritmos de Cadenas de Markov Montecarlo

(MCMC) más populares [35] para el cálculo Bayesiano. Repetida y secuencialmente genera

todos los parámetros y variables latentes desconocidas de sus distribuciones condicionales

completas. Una distribución condicional completa de un parámetro está definida como la

distribución condicional del parámentro dado todos los demás. La teoŕıa del MCMC ga-

rantiza que la distribución ĺımite de las muestras de un muestreador de Gibbs es la misma

que la distribución posterior conjunta bajo ciertas condiciones de regularidad. Se adopta el

muestreador de Gibbs para el cálculo de la distribución posterior y se derivan las distribucio-

nes condicionales completas de todos los parámetros y las variables latentes combinando la

verosimilitud aumentada en (4-10) y las a prioris. Después de especificar los valores iniciales

de los parámetros desconocidos, el muestreador de Gibbs itera mediante los siguientes pasos

1. Obtenga la muestra de los z′js, z
′
jls, w

′
js y w′jls para j = 1, 2, ..., n y l = 1, 2, ..., k y

especifique inicialmente que todos sean 0. Entonces para cada j, si δj1 = 1 es decir,

datos con censura a la izquierda, se tiene que



4.4 Distribuciones a priori y el cálculo de las distribuciones posteriores 21

zj ∼ P[∆0(Rj) exp(xj
′β)]1(zj>0),

(zj1, ..., zjk|zj) ∼ M(zj,pj),pj = (pj1, ..., pjk),

pjl =
γlIl(Rj)∑k
h=1 γhIh(Rj)

donde M(zj,pj) denota la distribución multinomial con parámetros zj y pj . Si δj2 = 1

es decir, datos con censura en intervalos, se tiene que

wj ∼ P{[∆0(Rj)−∆0(Lj)] exp(xj
′β)}1(wj>0),

(wj1, ..., wjk|wj) ∼ M(wj, qj), qj = (qj1, ..., qjk),

qjl =
γl[Il(Rj)− Il(Lj)]∑k

h=1 γh[Ih(Rj)− Ih(Lj)]

2. Obtenga la muestra para βr, r = 1, 2, ..., p, usando el método ARS [14]. La distribución

condicional completa de βr, es proporcional a

exp

{
n∑
j=1

xj
′β(zjδj1 + wjδj2)−

n∑
j=1

exp(xj
′β)[∆0(Rj)(δj1 + δj2) + ∆0(Lj)δj3]

}
π(βr)

la cual es una función log-concava de βr y también lo es la a priori π(βr).

3. Obtenga la muestra de γl de la distribuciión Gamma G(aγl , bγl), para l = 1, ..., k, donde,

aγl = 1 +
n∑
j=1

(zjlδj1 + wjlδj2) (4-11)

bγl = λ+
n∑
j=1

exp(xj
′β)[(δj1 + δj2)Il(Rj) + δj3Il(Lj)] (4-12)

4. Obtenga la muestra λ de G(aλ + k, bλ +
∑k

l=1 γl).

El anterior muestreador de Gibbs es rápido ya que todos los parámetros pueden ser actuali-

zados ya sea de una distribución estándar o usando el ARS [14].



5. Paquetes de R para Modelar los

Datos con Censura en Intervalos

Actualmente, pocos paquetes en R y macros en SAS han sido desarrollados para analizar los

datos con censura en intervalos. El paquete interval en R suministra el estimador de máxi-

ma verosimilitud no paramétrico, NPMLE, de la función de supervivencia para diferentes

subgrupos usando el algoritmo EM. El paquete glrt en R incluye funciones para desarro-

llar tres pruebas logrank generalizadas basadas en Zhao y Sun [57]. La macro SAS EMICM

usa el algoritmo EM-ICM de Wellner y Zhan [53] para calcular el NPMLE de las funcio-

nes de supervivencia para diferentes grupos y ICTEST aplica las pruebas no paramétricas

desarrolladas en Zhao y Sun [57] y Sun, Zhao y Zhao [44]. Los paquetes disponibles para el

análisis de regresión bajo el modelo de riesgos proporcionales de Cox, son los paquetes de R,

el intcox [19], MIICD [9], survBayes [20], ICBayes [31] y dynsurv [49]. El paquete intcox

proporciona las estimaciones puntuales de los coeficientes de regresión y la estimación de la

curva de supervivencia base, sin embargo, se requiere un método de bootstrap para estimar

las desviaciones estándar de las estimaciones puntuales. El paquete MIICD usa el enfoque de

imputación múltiple para obtener las estimaciones de los coeficientes de regresión y su matriz

de varianzas y covarianzas asociadas y las estimaciones de la supervivencia base, el paquete

survBayes obtiene las estimaciones de los coeficientes de regresión y la estimación de la

curva de supervivencia base bajo un enfoque Bayesiano, el paquete ICBayes ajusta varios

modelos tales como: El modelo de riesgos proporcionales, el modelo de odds proporcional y

el modelo probit, este paquete estima las funciones de supervivencia y los coeficientes de re-

gresión de estos modelos bajo un enfoque Bayesiano. El paquete dynsurv ajusta los modelos

de coeficientes que vaŕıan con el tiempo.

A continuación se describen los paquetes de R para el análisis de regresión del modelo de

riesgos proporcionales de Cox que se utilizaron en este trabajo con el fin de realizar una

comparación. Los paquetes son: MIICD, intcox e ICBayes.

5.1. Paquete MIICD: Modelos de Imputación múltiple

Este paquete implementa el enfoque de imputación múltiple para el análisis de regresión

del modelo de riesgos proporcionales de Cox para los datos con censura en intervalos. Este

paquete obtiene la estimación de la supervivencia, los coeficientes de regresión y la matriz
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de varianzas y covarianzas asociada, llama las funciones Surv, survfit y coxph del paquete

survival, crprep del paquete mstate y mvnorm del paquete MASS.

La función que permite obtener las estimaciones de los coeficientes de regresión y la estima-

ción de la supervivencia base es MIICD.coxph.

Función MIICD.coxph:

Esta función usa el enfoque de imputación múltiple para calcular los coeficientes de regresión

y su matriz de varianzas y covarianzas asociada y la estimación de la supervivencia base del

modelo de riesgos proporcionales de Cox para los datos con censura en intervalos.

Esta función se utilizó de la siguiente manera:

MIICD.coxph(formula= ∼ x1 + x2, k, m, datos, metodo= ’PMDA’, ’ANDA’)

donde:

formula El lado derecho indica los nombres de las variables explicatorias que se

encuentran en los datos. Las cuales son: x1 y x2
k Es un número entero. Indica el número de iteraciones. Se colocaron 1000

iteraciones.

m Es un número entero. Indica el número de imputaciones en cada iteración.

Se colocó 10. Por experiencia general de acuerdo a Pan [33] no se requiere

que este número sea muy grande.

datos Los datos contienen las columnas de las variables explicatorias (x1, x2) y

las columnas: left y right. Para los datos con censura en intervalos, las

columnas left y right son los ĺımites inferior y superior de los intervalos

respectivamente. Para las observaciones con ’Inf’ en la columna de right

son observaciones con censura a la derecha.

metodo El paquete implementa dos algoritmos de aumento de datos: Los esque-

mas Poor’s man (PMDA) y asintóticamente normales (ANDA). En esta tesis se

escogieron los dos esquemas.

Las estimaciones de los coeficientes de regresión son calculadas como la media de las esti-

maciones sobre las imputaciones. La matriz de varianzas y covarianzas es calculada como

la varianza dentro y entre las imputaciones. En cada iteración, la función de supervivencia

base es actualizada, y la imputación múltiple es realizada usando estimaciones actualizadas.
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5.2. Paquete INTCOX: Algoritmo ICM (Iterated Convex

Minorant)

Este paquete implementa el algoritmo ICM (Iterated Convex Minorant) para el modelo de

riesgos proporcionales de Cox para los datos con censura en intervalos.

Función intcox:

Esta función ajusta el modelo de riesgos proporcionales de Cox para los datos con censura

en intervalos a través del algoritmo ICM. Estima la supervivencia base y los coeficientes de

regresión y no estima las varianzas asociadas a cada coeficiente.

Esta función se utilizó de la siguiente manera:

intcox(Surv(left,right,type=’interval2’) ∼ x1 + x2, datos)

donde:

Surv Función que crea un objeto de supervivencia generalmente usado

como una variable de respuesta en un modelo.

left Tiempos iniciales de los intervalos

right Tiempos finales de los intervalos.

type=’interval2’ Representa los tipos de censura presentes en los datos, es decir,

censura a la izquierda, censura a la derecha y censura en intervalos.

datos Los datos contienen las columnas de las variables explicatorias

(x1, x2) y las columnas: left y right. Para las observaciones con ’Inf’

en la columna de right son observaciones con censura a la derecha.

Este algoritmo maximiza el log de la verosimilitud mejorando simultáneamente las estima-

ciones de los coeficientes y la función de riesgo acumulada.

5.3. Paquete ICBAYES: Modelo Bayesiano

Este paquete contiene las funciones para ajustar los modelos de supervivencia semiparamétri-

cos Bayesianos, tales modelos son: El modelo de riesgos proporcionales de Cox, el modelo de

odds proporcional y el modelo probit, para los datos con censura en intervalos. El paquete

permite obtener las estimaciones de las funciones de supervivencia, los coeficientes de regre-

sión y sus varianzas asociadas.

Función ICBayes para el modelo de riesgos proporcionales de Cox:



5.3 Paquete ICBAYES: Modelo Bayesiano 25

Esta función ajusta el modelo de riesgos proporcionales de Cox para los datos con censura

en intervalos. Usa el método MCMC para estimar los coeficientes de regresión, la supervi-

vencia base, y la función de supervivencia en los valores de las covariables especificadas por

el usuario.

Esta función se utilizó de la siguiente manera:

ICBayes(Surv(L, R, type=’interval2’ ∼ x1 + x2,

datos, model=’case2ph’, status, x-user,

knots, grids, niter, burnin))

donde:

L Tiempos iniciales de los intervalos.

R Tiempos finales de los intervalos.

type=’interval2’ Representa los tipos de censura presentes en los datos, es decir, censura

a la izquierda, censura a la derecha y censura en intervalos.

datos Los datos contienen las columnas de las variables explicatorias (x1, x2),

la indicadora de censura llamada status y las columnas L y R. Para

las observaciones con ’NA’ en la columna de R son observaciones con

censura a la derecha.

model ’case2ph’ Ajusta el modelo de riesgos proporcionales para los datos con censura

en intervalos.

status Indicadora de censura. Donde 0: censura a la izquierda, 1: censura en

intervalos y 2: censura a la derecha.

x-user Estima la supervivencia para los valores especificados de las variables

explicatorias.

knots Se establece desde el tiempo mı́nimo observado y el tiempo máximo

observado. Con una longitud de 10.

grids Especifica una secuencia de tiempos para estimar los valores de las

probablidades de la supervivencia.

niter Número de iteraciones de las cadenas MCMC. Se colocaron 1000.

burnin Número de iteraciones que se descartan al comienzo de la ejecución de

las cadenas MCMC. Se colocaron 100.



6. Estudio de Simulación

Se desarrolla un estudio de simulación con el fin de comparar los resultados de los méto-

dos de imputación múltiple, los métodos Bayesianos y el Algoritmo ICM (Iterated Convex

Minorant), bajo el modelo de riesgos proporcionales de Cox para los datos con censura en

intervalos. El protocolo de simulación usado en este trabajo siguió el propuesto por Lin et

al [26].

6.1. Pasos del estudio de simulación

Los pasos del estudio de simulación son los siguientes:

1. Generación de los datos. Se generaron 500 bases de datos con tres tamaños de muestra:

50, 100, 200, del siguiente modelo:

F (t|x1, x2) = 1− exp[−Λ0(t) exp(β1x1 + β2x2)] (6-1)

donde: x1 es una variable aleatoria que tiene una distribución discreta Bernoulli (0.5) y

x2 es una variable aleatoria que tiene una distribución continua Normal (0, 0.52) y para

la función de distribución acumulada base se tomó Λ0(t) = t+log(1+t). Cada individuo

tiene un número aleatorio de observaciones, correspondientes a las visitas, las cuales

son aleatorias para cada sujeto, pero se garantiza al menos una visita para cada uno,

estas visitas están determinadas por 1 más una variable aleatoria Poisson con media

igual a 2. Los tiempos de las visitas se determinan con una distribución exponencial

con media igual a 1. El intervalo observado es determinado por dos observaciones

adyacentes dentro del cual se encuentra el tiempo de falla verdadero.

Se tomaron varias configuraciones para los valores de los parámetros: β1 = 1 y β2 = 0,

β1 = 0 y β2 = 1, β1 = 1 y β2 = 1 y β1 = 0 y β2 = 0. De acuerdo a este esquema de

generación de datos la tasa de censura a la derecha se encuentra entre el 9 % y 21 %

para todas las configuraciones de los valores de los parámetros.

2. Implementación de los modelos de análisis de regresión. Se implementaron los modelos

de regresión, los cuales son: Los métodos de imputación múltiple: PMDA y ANDA

a través del paquete MIICD, el método Bayesiano a través del paquete ICBayes y el

Algoritmo ICM (Iterated Convex Minorant) a través del paquete intcox.

3. Análisis de resultados y conclusiones.
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6.2. Resultados

En las Tablas 6-1, 6-2 y 6-3, se muestran los resultados de los valores estimados de los

parámetros de regresión, basado en 500 bases de datos simuladas, de los métodos de impu-

tación múltiple, ICM y el enfoque Bayesiano, con los tamaños de muestra: 50, 100, y 200,

respectivamente.

Tabla 6-1.: Valores estimados de los parámetros de regresión con 500 bases de datos simuladas de

los modelos de imputación múltiple: PMDA Y ANDA, el método ICM y el enfoque

Bayesiano para un tamaño de muestra, n = 50. ECM es el error cuadrático medio,

CR es la probabilidad de cobertura del 95 % y CD es el porcentaje de censura a la

derecha de las 500 bases de datos

n = 50

β1 β2 CD Modelos β̂1 ECM CR β̂2 ECM CR

( %) ( %) ( %)

1 0 9.95 PMDA 0.520 0.251 12.2 −0.007 0.020 90.4

ANDA 0.510 0.263 14.2 −0.005 0.022 92.2

ICM 1.077 0.076 94.0 −0.052 0.050 98.6

Bayesiano 0.930 0.065 99.6 0.000 0.042 100.0

1 1 11.5 PMDA 0.568 0.212 26.0 0.548 0.258 53.2

ANDA 0.551 0.230 28.4 0.551 0.258 59.8

ICM 1.567 0.490 77.4 1.413 0.416 88.2

Bayesiano 1.234 0.155 96.4 1.181 0.177 99.2

0 0 20.4 PMDA 0.243 0.079 56.4 0.142 0.046 83.2

ANDA 0.233 0.073 59.0 0.144 0.046 83.0

ICM 0.474 0.269 42.6 0.180 0.085 89.4

Bayesiano 0.309 0.131 97.6 0.224 0.097 99.2

0 1 17.8 PMDA 0.373 0.163 29.2 0.712 0.122 53.7

ANDA 0.362 0.155 36.4 0.711 0.128 56.4

ICM 0.821 0.743 12.6 1.358 0.227 83.6

Bayesiano 0.629 0.446 73.4 1.226 0.115 99.8
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Tabla 6-2.: Valores estimados de los parámetros de regresión con 500 bases de datos simuladas de

los modelos de imputación múltiple: PMDA Y ANDA, el método ICM y el enfoque

Bayesiano para un tamaño de muestra, n = 100. ECM es el error cuadrático medio,

CR es la probabilidad de cobertura del 95 % y CD es el porcentaje de censura a la

derecha de las 500 bases de datos

n = 100

β1 β2 CD Modelos β̂1 ECM CR β̂2 ECM CR

( %) ( %) ( %)

1 0 10.6 PMDA 0.604 0.165 0.80 −0.026 0.011 73.2

ANDA 0.600 0.170 1.80 −0.028 0.010 76.0

ICM 1.376 0.186 60.8 −0.084 0.039 98.8

Bayesiano 1.174 0.072 97.0 −0.045 0.026 99.8

1 1 12.7 PMDA 0.435 0.328 0.00 0.590 0.178 0.60

ANDA 0.428 0.336 0.00 0.591 0.177 0.60

ICM 0.922 0.035 94.0 1.045 0.028 95.8

Bayesiano 0.786 0.071 96.4 0.994 0.023 99.4

0 0 13.2 PMDA 0.036 0.012 70.4 −0.014 0.009 73.0

ANDA 0.040 0.012 72.6 −0.011 0.009 70.6

ICM 0.211 0.069 75.4 −0.009 0.022 95.6

Bayesiano 0.075 0.024 99.8 −0.018 0.019 99.6

0 1 17.4 PMDA −0.047 0.015 67.4 0.690 0.114 17.2

ANDA −0.052 0.015 67.6 0.685 0.116 17.8

ICM 0.097 0.038 91.0 0.885 0.045 99.4

Bayesiano −0.052 0.023 100.0 0.937 0.032 100.0
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Tabla 6-3.: Valores estimados de los parámetros de regresión con 500 bases de datos simuladas de

los modelos de imputación múltiple: PMDA Y ANDA, el método ICM y el enfoque

Bayesiano para un tamaño de muestra, n = 200. ECM es el error cuadrático medio,

CR es la probabilidad de cobertura del 95 % y CD es el porcentaje de censura a la

derecha de las 500 bases de datos

n = 200

β1 β2 CD Modelos β̂1 ECM CR β̂2 ECM CR

( %) ( %) ( %)

1 0 8.9 PMDA 0.460 0.296 0.00 −0.031 0.006 50.4

ANDA 0.460 0.296 0.00 −0.032 0.006 53.8

ICM 1.033 0.024 93.8 −0.052 0.015 99.4

Bayesiano 0.850 0.039 96.6 −0.036 0.012 99.8

1 1 13.3 PMDA 0.0586 0.176 0.00 0.574 0.189 0.00

ANDA 0.585 0.178 0.00 0.576 0.188 0.00

ICM 1.224 0.067 62.6 1.032 0.020 95.8

Bayesiano 1.066 0.018 99.6 1.036 0.017 99.8

0 0 18.1 PMDA −0.056 0.009 42.8 −0.200 0.046 3.60

ANDA −0.057 0.009 41.8 −0.190 0.042 4.00

ICM 0.125 0.030 82.8 −0.280 0.088 100.0

Bayesiano −0.062 0.012 99.8 −0.259 0.076 82.2

0 1 16.7 PMDA −0.067 0.010 40.2 0.654 0.126 0.00

ANDA −0.069 0.010 41.0 0.652 0.128 0.20

ICM 0.098 0.024 86.8 0.924 0.022 99.0

Bayesiano 0.176 0.040 94.8 0.990 0.014 99.8

En las Figuras 6-1 a la 6-8, se muestran los resultados de los cuatro modelos: Los modelos

de imputación múltiple, el PMDA y el ANDA, el ICM y el Bayesiano, de la probabilidad

de cobertura con un nivel de confianza nominal del 95 % y el error cuadrático medio (ECM)

para cada una de las configuraciones de los parámetros.
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Figura 6-1.: Resultados de la probabilidad de cobertura con un nivel de confianza nominal del

95 % de los modelos para valores de los parámetros β1 = 0 y β2 = 0.

Figura 6-2.: Resultados de la probabilidad de cobertura con un nivel de confianza nominal del

95 % de los modelos para valores de los parámetros β1 = 0 y β2 = 1.
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Figura 6-3.: Resultados de la probabilidad de cobertura con un nivel de confianza nominal del

95 % de los modelos para valores de los parámetros β1 = 1 y β2 = 0.

Figura 6-4.: Resultados de la probabilidad de cobertura con un nivel de confianza nominal del

95 % de los modelos para valores de los parámetros β1 = 1 y β2 = 1.
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Figura 6-5.: Resultados del error cuadrático medio (ECM) de los modelos para valores de los

parámetros β1 = 0 y β2 = 0.

Figura 6-6.: Resultados del error cuadrático medio (ECM) de los modelos para valores de los

parámetros β1 = 0 y β2 = 1.
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Figura 6-7.: Resultados del Error cuadrático medio (ECM) de los modelos para valores de los

parámetros β1 = 1 y β2 = 0.

Figura 6-8.: Resultados del Error cuadrático medio (ECM) de los modelos para valores de los

parámetros β1 = 1 y β2 = 1.



34 6 Estudio de Simulación

6.3. Análisis de los resultados

De acuerdo a los resultados obtenidos en la simulación se puede observar que los métodos

Bayesiano y el ICM presentan en la mayoŕıa de las configuraciones de los parámetros mejores

probabilidades de cobertura que los métodos de imputación múltiple. En relación al error

cuadrático medio (ECM), se puede apreciar que en algunas configuraciones de los parámetros

los métodos de imputación múltiple presentan valores más bajos que los métodos Bayesiano

y el ICM.

Al aumentar el tamaño de la muestra los métodos Bayesiano y el ICM tienden a disminuir el

error cuadrático medio (ECM) y los métodos de imputación múltiple en algunas configuracio-

nes aumentan los valores del ECM mientras que en otras configuraciones bajan. Con respecto

a la probabilidad de cobertura, se observa que al aumentar el tamaño de la muestra el méto-

do Bayesiano permanece en valores altos en la mayoŕıa de las configuraciones, el método

ICM tiende a aumentar los valores de probabilidad de cobertura en la mayoŕıa de las confi-

guraciones de los parámetros y los métodos de imputación múltiple bajan considerablemente.

Para los métodos de imputación múltiple se observa que la variable continua presenta valo-

res de probabilidad de cobertura más altos que en la variable discreta, con respecto al ECM

presenta valores más bajos en la variable continua. En el método Bayesiano no se aprecian

diferencias en la probabilidad de cobertura con los dos tipos de variables, en relación al ECM

se observa que los valores más bajos se presentan en la variable continua. En el método ICM

los valores más altos de probabilidad de cobertura y los valores más bajos de ECM se pre-

sentan en la variable continua.

No se observan diferencias en los dos esquemas de imputación múltiple, el PMDA y el AN-

DA, pues los resultados son muy similares en todas las configuraciones de los parámetros.

Los métodos de imputación múltiple presentan tiempos de simulación mucho más grandes

que los métodos ICM y Bayesiano. Los métodos de imputación múltiple requieren de 1 a

3 d́ıas, el ICM alrededor de 3-4 minutos y el Bayesiano de 30 a 40 minutos aproximadamente.

Las caracteŕısticas del computador usado para realizar las simulaciones fueron: Marca DELL,

Procesador Core i7, memoria RAM 16GB, sistema operativo de 64 bits, disco duro 244GB

6.4. Aplicación a una base de datos real

Se analiza el comportamiento de los métodos a una base de datos real con censura en inter-

valos bajo el modelo de riesgos proporcionales de Cox.
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Base de datos sobre mastitis en ganado lechero:

La mastitis en el ganado lechero es la inflamación de la ubre y la más importante enfermedad

en el sector lechero del mundo occidental. La mastitis reduce la producción y la calidad de la

leche. Para este estudio de mastitis, se incluyeron 100 vacas desde el momento del parto (se

asume que están libres de la infección). Fueron examinadas mensualmente a nivel de cuarto de

ubre para detectar infecciones bacterianas. Dado que los cuartos de la ubre están separados,

un cuarto puede estar infectado mientras que el resto de los cuartos permanecen libres

de infección. Las vacas fueron examinadas hasta el final del peŕıodo de lactancia que dura

aproximadamente entre 300 a 350 d́ıas. Algunas vacas se perdieron el seguimiento debido por

ejemplo, al sacrificio. Debido al seguimiento mensual aproximado (excepto en julio/agosto en

el cual sólo se planeó una visita por falta de personal) los datos son censurados en intervalos.

Los datos con censura a la derecha se presentan cuando no ocurre la infección antes del

final del peŕıodo de lactancia o por el tiempo perdido en el seguimiento. Se registraron dos

variables explicatorias, la primera (x1) es la posición del cuarto de la ubre (delantero o

trasero) y la segunda (x2) es el número de partos, con los siguientes niveles: (1) un parto,

(2-4) 2 a 4 partos y (>4) más de 4 partos. Ambas variables han sido sugeridas en la literatura

que impactan la incidencia de la mastitis [52, 1]. Los datos son adoptados de Goethals et al

[15]. Los modelos que se analizarán en esta base de datos real son el modelo Bayesiano y el

algoritmo ICM (iterative convex minorant) ya que mostraron un mejor desempeño. En las

Tablas 6-4 y 6-5 se muestran los resultados de las estimaciones de los parámetros con estos

modelos.

Tabla 6-4.: Valores estimados de los parámetros de regresión β y sus respectivos intervalos de credibilidad

(IC) del 95 % para exp(β) de la base de datos sobre mastitis en ganado lechero aplicando el

modelo Bayesiano. El porcentaje de datos censurados a la derecha es 20,7 %.

Modelo Bayesiano

IC del 95 %

β̂ exp(β̂) para exp(β̂)

x1 0.11 1.12 (0.89, 1.37)

x2(2− 4) 0.07 1.07 (0.84, 1.37)

x2(> 4) 0.95 2.58 (1.82, 3.56)

Explicación del modelo:

El riesgo de que una vaca contraiga mastitis es 1.12 veces más alto si la posición de la ubre

es trasera en relación a si la posición de la ubre es delantera (nivel de referencia).

El riesgo de que una vaca que ha tenido entre 2-4 partos contraiga mastitis es 1.07 veces
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mayor que si la vaca ha tenido 1 parto (nivel de referencia).

El riesgo de que una vaca que ha tenido más de 4 partos contraiga mastitis es 2.58 veces

mayor que si la vaca ha tenido 1 parto (nivel de referencia).

Tabla 6-5.: Valores estimados de los parámetros de regresión β y sus respectivos intervalos de confianza

(IC) del 95 % para exp(β) de la base de datos sobre mastitis en ganado lechero aplicando el

modelo ICM (iterative convex minorant). El porcentaje de datos censurados a la derecha es

20,7 %.

Modelo ICM

IC del 95 %

β̂ exp(β̂) para exp(β̂)

x1 0.12 1.13 (0.91, 1.43)

x2(2− 4) 0.08 1.08 (0.85, 1.42)

x2(> 4) 0.92 2.50 (1.88, 3.61)

Explicación del modelo:

El riesgo de que una vaca contraiga mastitis es 1.13 veces más alto si la posición de la ubre

es trasera en relación a si la posición de la ubre es delantera (nivel de referencia).

El riesgo de que una vaca que ha tenido entre 2-4 partos contraiga mastitis es 1.08 veces

mayor que si la vaca ha tenido 1 parto (nivel de referencia).

El riesgo de que una vaca que ha tenido más de 4 partos contraiga mastitis es 2.5 veces

mayor que si la vaca ha tenido 1 parto (nivel de referencia).

Este método no suministra información necesaria para calcular intervalos de confianza para

los parámetros de regresión esta caracteŕıstica es un gran inconveniente para este método.

Por lo anterior, se construyeron los intervalos de confianza del 95 % basados en remuestreos.

El número de remuestras fueron 10.000.



7. Conclusiones

En términos generales los métodos Bayesiano y el ICM presentan valores de probabili-

dad de cobertura más altos y ECM más bajos que los métodos de imputación múltiple.

Los métodos de imputación múltiple requieren aumentar las bases de datos para me-

jorar la probabilidad de cobertura pero para esto se necesitan tiempos de simulación

demasiado grandes.

A medida que aumenta el tamaño de la muestra los métodos Bayesiano y el ICM

mejoran los valores de probabilidad de cobertura y el ECM.

En los métodos de imputación múltiple, el PMDA y el ANDA, se puede observar que

no presentan diferencias considerables entre los dos.

En todos los métodos, se observa que la variable continua presenta mejores aproxima-

ciones a los verdaderos valores de los parámetros y mejores probabilidades de cobertura

comparada con la variable discreta.

En la base de datos real se puede observar que los valores de los parámetros son muy

similares en ambos métodos, el Bayesiano y el ICM, esto se esperaba ya que en el

estudio de simulación estos dos métodos presentaron resultados muy parecidos.



A. Anexo: Código de R para la

generación de los datos con censura

en intervalos

A continuación se muestra el código implementado en R para la generación de los datos con

censura en intervalos del estudio de simulación.

n=100

s=500

b1=1

b2=1

x1<−rbinom (n , 1 , 0 . 5 )

x2<−rnorm (n , 0 , 0 . 5 )

y<−r u n i f (n , 0 , 1 )

generador <− f unc t i on (n){
base <− numeric ( )

i <− 1

whi le ( i <= n){
base [ i ] <− 1 + r p o i s (n = 1 , lambda = 2)

i <− i + 1

}
tiempo <− matrix ( data = 0 , nrow = length ( base ) , nco l = max( base ) )

i <− 1

whi le ( i <= n){
j <− 1

whi le ( j <= base [ i ] ) {
tiempo [ i , j ] <− round ( rexp (n = 1 , ra t e = 1) , 5)

j <− j + 1

}
tiempo [ i , ] <− s o r t ( tiempo [ i , ] )

i <− i + 1
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}
r e turn ( tiempo )

}

i n t e r v a l o s<−f unc t i on ( data ){
# tiempo de f a l l a

tr<−data [ 1 ]

# tiempos de v i s i t a s r e a l e s

tobs<−data [−1]

# i n t e r v a l o s de censura

L<−max( i f e l s e ( tobs<tr , tobs , 0 ) )

R<−min( i f e l s e ( tobs>=tr , tobs , I n f ) )

# ind i cadora de censura a derecha

cen<− ( i f e l s e (R<I n f \& L==0 ,0 ,( i f e l s e (R<In f , 1 , 2 ) ) ) )

# vecto r con tiempos de f a l l a , i n t e r v a l o e ind i cadora de censura

c ( tr , L ,R, cen )

}

gendata<−f unc t i on ( s ){
datos<−generador (n)

# data frame con tiempos de f a l l a , i n t e r v a l o e ind i cadora de censura

## Tiempo de f a l l a

cumhaz <− f unc t i on ( t , x1 , x2 ) 1−exp(−( t+log (1+t ) ) ∗ exp ( b1∗x1+b2∗x2 ) )

f r o o t <− f unc t i on ( t , x1 , x2 , y ) cumhaz ( t , x1 , x2 ) − y

u <− cbind ( x1 , x2 , y )

t r <− matrix ( apply (u , 1 , f unc t i on ( x )

un i roo t ( f r oo t , i n t e r v a l= c ( 1 . e−14, 1 e04 ) , x [ 1 ] , x [ 2 ] , x [ 3 ] ,

extendInt=”yes ”) $root ) )

# matr iz con tiempos de f a l l a y tiempos de v i s i t a s

tmp<−cbind ( tr , datos )

tmp<−as . data . frame ( t ( apply (tmp , 1 , i n t e r v a l o s ) ) )

names (tmp)<−c (” t r ” ,”L” ,”R” ,” cen ”)

tmp$R <− i f e l s e (tmp$R == Inf , NA, tmp$R)

colnames (tmp ) [ colnames (tmp)==”cen ” ] <− ” s t a t u s ”

# data frame adic ionando l a s c o v a r i a b l e s

tmp<−cbind (tmp , x1 , x2 )

tmp<−tmp[−1]

r e turn (tmp)

}
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intervalos

datos<−l app ly ( 1 : s , gendata )



B. Anexo: Código de R para la

implementación de los métodos de

imputación múltiple: PMDA y ANDA

A continuación se muestra el código de R para la implementación de los métodos de impu-

tación múltiple: PMDA y ANDA, bajo el modelo de riesgos proporcionales de Cox para los

datos con censura a intervalo..

mult <− f unc t i on ( i ){
datos [ [ i ]]<−datos [ [ i ] ] [ −3 ]

datos [ [ i ] ] $R [ i s . na ( datos [ [ i ] ] $R ) ] = I n f

colnames ( datos [ [ i ] ] ) [ colnames ( datos [ [ i ] ])==”R” ] <− ” r i g h t ”

colnames ( datos [ [ i ] ] ) [ colnames ( datos [ [ i ] ])==”L” ] <− ” l e f t ”

re turn ( datos [ [ i ] ] )

}

datos<− l app ly ( 1 : s , mult )

# Porcenta je de censura a derecha

cens <− f unc t i on ( i ){
r i g h t c e n s <− sum( datos [ [ i ] ] $ r i g h t == I n f ) /n

re turn ( r i g h t c e n s )

}
dercens <− sapply (X = 1 : s , FUN = cens )

dere<−mean( dercens )

l i b r a r y (MIICD)

pmda1<−f unc t i on ( datos , k=1000 ,m=10){
pmda<−MIICD . coxph ( formula = ˜ x1+x2 , data=datos , k , m)

re turn ( c ( pmda$Coef . , d iag ( pmda$vcov ) ) )

}
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imputación múltiple: PMDA y ANDA

anda1<−f unc t i on ( datos , k=1000 ,m=10){
anda<−MIICD . coxph ( formula= ˜ x1+x2 , data=datos , k , m,

method = ”ANDA”)

re turn ( c ( anda$Coef . , d iag ( anda$vcov ) ) )

}

pmda<−as . data . frame ( matrix ( u n l i s t ( l app ly ( datos1 , pmda1 ) ) ,

byrow=T, nco l =4))

colnames (pmda ) [ colnames (pmda)==”V1” ] <− ”b1”

colnames (pmda ) [ colnames (pmda)==”V2” ] <− ”b2”

colnames (pmda ) [ colnames (pmda)==”V3” ] <− ” sd1”

colnames (pmda ) [ colnames (pmda)==”V4” ] <− ” sd2”

pmdacr1<−(pmda$b1−qt ( 0 . 9 75 , n−1)∗pmda$sd1<b1&pmda$b1

+qt ( 0 . 97 5 , n−1)∗pmda$sd1>b1)+0

pmdacr2<−(pmda$b2−qt ( 0 . 9 75 , n−1)∗pmda$sd2<b2&pmda$b2

+qt ( 0 . 97 5 , n−1)∗pmda$sd2>b2)+0

cr1<−mean( pmdacr1 )

cr2<−mean( pmdacr2 )

anda<−as . data . frame ( matrix ( u n l i s t ( l app ly ( datos1 , anda1 ) ) ,

byrow=T, nco l =4))

colnames ( anda ) [ colnames ( anda)==”V1” ] <− ”b1”

colnames ( anda ) [ colnames ( anda)==”V2” ] <− ”b2”

colnames ( anda ) [ colnames ( anda)==”V3” ] <− ” sd1”

colnames ( anda ) [ colnames ( anda)==”V4” ] <− ” sd2”

andacr1<−(anda$b1−qt ( 0 . 9 75 , n−1)∗anda$sd1<b1&anda$b1

+qt ( 0 . 97 5 , n−1)∗anda$sd1>b1)+0

andacr2<−(anda$b2−qt ( 0 . 9 75 , n−1)∗anda$sd2<b2&anda$b2

+qt ( 0 . 97 5 , n−1)∗anda$sd2>b2)+0

cr1<−mean( andacr1 )

cr2<−mean( andacr2 )



C. Anexo: Código de R para la

implementación del método

Bayesiano

A continuación se muestra el código de R para la implementación del método Bayesiano bajo

el modelo de riesgos proporcionales de Cox para los datos con censura a intervalo.

l i b r a r y ( ICBayes )

bayes1<−f unc t i on ( datos ){
modelo<−ICBayes ( Surv (L ,R, type=’ i n t e r v a l 2 ’ ) ˜ x1+x2 ,

data=datos , model=’case2ph ’ , s t a t u s=datos [ , 3 ] ,

x u se r=c ( 0 , 1 ) , knots=seq ( 0 . 0 0 1 , 9 , l ength =10) ,

g r i d s=seq (0 . 001 , 10 , l ength =100) , n i t e r =1000 , burnin =100)

re turn ( c ( modelo$coef , mode lo$coe f s sd ) )

}

bayes<−as . data . frame ( matrix ( u n l i s t ( l app ly ( datos , bayes1 ) ) ,

byrow=T, nco l =4))

colnames ( bayes ) [ colnames ( bayes)==”V1” ] <− ”b1”

colnames ( bayes ) [ colnames ( bayes)==”V2” ] <− ”b2”

colnames ( bayes ) [ colnames ( bayes)==”V3” ] <− ” sd1”

colnames ( bayes ) [ colnames ( bayes)==”V4” ] <− ” sd2”

bayescr1<−(bayes$b1−qt ( 0 . 9 75 , n−1)∗bayes$sd1<b1&bayes$b1

+qt (0 . 97 5 , n−1)∗bayes$sd1>b1)+0

bayescr2<−(bayes$b2−qt ( 0 . 9 75 , n−1)∗bayes$sd2<b2&bayes$b2

+qt (0 . 97 5 , n−1)∗bayes$sd2>b2)+0

apply ( bayes , 2 , mean)

cr1<−mean( bayescr1 )

cr2<−mean( bayescr2 )



D. Anexo: Código de R para la

implementación del método ICM

(Iterated Convex Minorant)

A continuación se muestra el código de R para la implementación del método ICM (Itera-

ted Convex Minorant) bajo el modelo de riesgos proporcionales de Cox para los datos con

censura a intervalo.

l i b r a r y ( in tcox )

modelo1<−f unc t i on ( datos ){
modelo<−i n t cox ( Surv ( l e f t , r i ght , type=” i n t e r v a l 2 ”)˜ x1+x2 ,

data=datos )

re turn ( modelo$coef )

}

modelo<−as . data . frame ( matrix ( u n l i s t ( l app ly ( datos1 , modelo1 ) ) ,

byrow=T, nco l =2))

colnames ( modelo ) [ colnames ( modelo)==”V1” ] <− ”b1”

colnames ( modelo ) [ colnames ( modelo)==”V2” ] <− ”b2”

modelocr1<−(modelo$b1−qt ( 0 . 9 75 , n−1)∗ sd ( modelo$b1)<b1&modelo$b1

+qt ( 0 . 97 5 , n−1)∗ sd ( modelo$b1)>b1)+0

modelocr2<−(modelo$b2−qt ( 0 . 9 75 , n−1)∗ sd ( modelo$b2)<b2&modelo$b2

+qt ( 0 . 97 5 , n−1)∗ sd ( modelo$b2 ))+0

sd ( modelo$b1 )

sd ( modelo$b2 )

crp1<−mean( modelocr1 )

crp2<−mean( modelocr2 )

apply ( modelo , 2 , mean)
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# Construcc ion IC boots t rap

l i b r a r y ( rsample )

i n t e r v b o o t s <− f unc t i on ( datos , t imes ){
x<−matrix ( rep (0 ,3∗ t imes ) , nco l =3)

i <− 1

muestras boot <− boot s t raps ( datos , t imes )

whi l e ( i <= times ){
muestras boot1<−0

muestras boot1 <− m u e s t r a s b o o t $ s p l i t s [ [ i ] ]

y<−as . data . frame ( muestras boot1 )

modelo2<−i n t cox ( Surv ( l e f t , r i ght , type=” i n t e r v a l 2 ”)˜x.1+x . 2 , data=y )

x [ i ,]<−as . numeric ( modelo2$coef )

i <− i + 1

}
r e turn ( x )

}
i n t e r v a l o s<−i n t e r v b o o t s ( datos1 ,10000)

apply ( i n t e r v a l o s , 2 , quant i l e , probs=c ( 0 . 0 2 5 , 0 . 9 7 5 ) )
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