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Resumen y Abstract Vil

Resumen

Estimacion de la precipitacion en la cuenca hidrogréfica del rio Bolo con técnicas de
inteligencia artificial
La complejidad de los sistemas hidroclimatologicos demuestra la necesidad del uso de herramientas
de analisis mas efectivas y contextualizadas al area de estudio que soporten la gestion a nivel de
cuenca y subcuenca hidrogréfica. La variabilidad natural y los efectos provocados por el cambio
climatico antropogénico requieren un analisis extensivo del comportamiento de variables como la
precipitacion y la ocurrencia de anomalias en sus patrones espaciales y temporales. Gracias a los
avances recientes en distintas técnicas de inteligencia artificial, el objetivo de esta investigacion fue
evaluar un modelo de légica difusa y un modelo de redes neuronales artificiales para la estimacion
de los patrones de precipitacion en la cuenca hidrogréafica del rio Bolo en el Valle del Cauca. Se
realizé una recopilacion de datos de precipitacién y un anélisis exploratorio de datos a partir de los
cuales se determind la estimacidn de los patrones de precipitacién como variable categérica objetivo
de los modelos (periodos: extremadamente seco, muy seco, moderadamente seco, normal,
moderadamente himedo, muy himedo, extremadamente hiimedo). Estos modelos se enfocaron en
el anélisis mensual de la precipitacion usando como linea base el indice Estandar de precipitacion
mensual (SPI-1) y la comparacion con el comportamiento esperado por el indice Nifio Oceénico
(ONII). Se implement6 un sistema de inferencia difuso con 3 variables explicativas y 48 reglas de
implicacion y se evaluaron varias configuraciones de redes neuronales obteniéndose los mejores
resultados para el algoritmo de entrenamiento de regularizacion Bayesiana con un R de 0.8 seguido
de Levenberg-Marquardt con un R de 0.76. El sistema de inferencia difuso generd resultados méas
alineados con lo esperado del analisis exploratorio y el comportamiento histérico de la precipitacion
en la cuenca del rio Bolo, mientras que la red neuronal artificial demostrd un sesgo en la estimacion

del tipo de evento extremo de precipitacion.

Palabras clave: precipitacion, eventos extremos, I6gica difusa, redes neuronales artificiales, inteligencia

artificial.
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Abstract

Precipitation estimation at Bolo River watershed using artificial intelligence techniques.
The complexity of hydroclimatological systems demonstrates the need for more effective and
context-specific analysis tools in the study area to support watershed and sub-watershed
management. Natural variability and the effects of anthropogenic climate change require an
extensive analysis of variables such as precipitation and the occurrence of anomalies in their spatial
and temporal patterns. Given the recent advancement of various artificial intelligence techniques,
the objective of this study was to evaluate a fuzzy logic model and an artificial neural network model
for estimating precipitation patterns in Bolo river watershed in Valle del Cauca. Data collection and
exploratory data analysis were conducted to determine the estimation of precipitation patterns as the
categorical target variable for the models (periods: extremely dry, very dry, moderately dry, normal,
moderately wet, very wet, and extremely wet). These models focused on monthly precipitation
analysis using the monthly Standard Precipitation Index (SPI-1) as a baseline and comparing it with
the expected behavior of the Oceanic Nifio Index (ONI). A fuzzy inference system was implemented
with 3 explanatory variables and 48 implication rules, and several neural network configurations
were evaluated, with the best results obtained for the Bayesian regularization training algorithm with
an R of 0.8 followed by Levenberg-Marquardt with an R of 0.76. The fuzzy inference system
generated results that aligned more closely with the expected outcomes based on the exploratory
analysis and the historical behavior of precipitation in the Bolo River. On the other hand, the

artificial neural network demonstrated a bias in estimating the type of extreme precipitation event.

Keywords: Precipitation, extreme events, Fuzzy logic, artificial neural networks, artificial intelligence.
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Introduccion

Los fendmenos climéticos e hidroldgicos presentan un comportamiento complejo y la influencia
progresiva de las actividades antrdpicas en los sistemas naturales han generado impactos negativos
como el cambio climético (IPCC, 2018). La precipitacion tiene una relacidn directa con los sistemas
hidrolégicos, climaticos y ecoldgicos por lo que influye en la produccion agricola y energética, la
oferta hidrica para consumo, la planeacion del riesgo y la evaluacion del potencial ecosistémico
(MAVDT, 2010), ademas, su variabilidad, producto de causas naturales y antrépicas, tienen alta
correlacion con ocurrencia de eventos extremos (Field & IPCC, 2012) y por lo tanto con los niveles
de vulnerabilidad de una region (J. Zhu et al., 2020).

Desde la ingenieria ambiental el monitoreo, analisis y proyeccion del estado de los sistemas naturales
y las interacciones con los sistemas antrépicos son la base de conocimiento para la toma de
decisiones enfocadas en un manejo adecuado en términos de preservacion, conservacion y desarrollo
sostenible. El agua es un elemento fundamental para el desarrollo econdmico y para la vida en la
naturaleza y el ciclo hidrologico se ve ampliamente influenciado por las dinamicas atmosféricas

como la precipitacion y los efectos de variabilidad y cambio climatico.

Los recientes avances tecnolégicos en cuestion de medicidén y monitoreo junto al auge de los sistemas
computacionales y la caracteristicas de disponibilidad y accesibilidad a distintas fuentes de datos,
han permitido el surgimiento de nuevas técnicas para la estimacion y analisis de los patrones de
precipitacion, como la aplicacion de técnicas de inteligencia artificial que utilizan el procesamiento
automatico de los datos para la generacién de modelos que son capaces de reproducir interacciones
complejas entre las variables de estudio y aproximar variables de respuesta (Sit etal., 2020;
Mehrvand et al., 2017; Brasjen, 2014; Y. Hong et al., 2004).

En el departamento del Valle del Cauca una de las cuencas de gran relevancia para el municipio de
Palmira es la cuenca hidrografica del rio Bolo al ser una fuente hidrica y productora compartida con
los municipios de Pradera y Candelaria. Esta cuenca presenta problemas de uso inadecuado de
fuentes hidricas y vulnerabilidad a eventos climaticos extremos (Alvarado, 2007; CVC et al., 2018).

En el presente trabajo se evalla la aplicacién de técnicas de inteligencia artificial para la estimacion
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de patrones de precipitacion en la cuenca hidrografica del rio Bolo en el departamento del Valle del
Cauca.

Este trabajo se realiza como tema de interés del grupo de investigacion para el monitoreo,
modelacion y gestion de cuencas hidrograficas (GECH) de la Universidad Nacional de Colombia
Sede Palmira, se enfoca en la cuenca hidrogréafica del rio Bolo en razén a su importancia local para
el municipio de Palmira y el departamento del Valle del Cauca, al igual que por las necesidades
investigativas de analisis de la variacion de sistemas climéticos e hidroldgicos. Se describe el objeto
de estudio orientado en realizar una comparacion entre las técnicas de inteligencia artificial, a saber,
redes neuronales artificiales y sistemas de l6gica difusa para establecer su capacidad en el andlisis
de la precipitacion en la cuenca hidrogréafica del rio Bolo. Con la finalidad de facilitar el analisis de
la precipitacion a nivel de cuenca y contribuir en las fases de monitoreo y modelacion de la
precipitacion que pueden usarse posteriormente como base para temas de gestién del recurso hidrico

0 en objetivos de mitigacion y adaptacion frente al cambio climético.

Este documento incluye varios capitulos, el primer capitulo contiene el planteamiento y justificacion
del problema, seguido de los objetivos, un marco teérico y un marco metodoldgico, los siguientes
capitulos son articulos autocontenidos: el capitulo 5 consiste en una revision bibliografica y marco
referencial del estado del arte, en el capitulo 6 se realiza el analisis exploratorio de los datos de
precipitacion y se realiza la descripcion del area de estudio y los datos disponibles, los capitulos 7 y
8 contienen el disefio, implementacion, andlisis y conclusiones de los modelos de l6gica difusa y

redes neuronales respectivamente y en el capitulo 9 se incluye un andlisis comparativo.

Finalmente se incluye un ultimo capitulo con las conclusiones y recomendaciones del estudio en el
que se comparan Y sintetizan los aspectos mas relevantes de la investigacion realizada. Se sefial6 la
utilidad del anlisis exploratorio y su importancia para poder implementar los modelos de
inteligencia artificial. También se concluye sobre la importancia de la calidad de los datos tanto para
derivar el conocimiento base como para verificar el rendimiento de los modelos. El sistema de légica
difusa genero resultados acordes a lo esperado mientras que la red neuronal artificial no demostrd

buena capacidad de estimacion respecto a la variable objetivo.



1. Planteamiento y justificacion del problema

La precipitacion es una variable fundamental en el estudio de los sistemas hidroclimatoldgicos. Los
fendmenos relacionados con las fluctuaciones de la precipitacion a corto y largo plazo tiene
relevancia en la gestion de cuencas hidrogréaficas debido a su relacién directa con los niveles de rios,
escorrentia, niveles de descarga y flujos hidricos (Diez-Sierra & del Jesus, 2017). La cuenca
hidrografica es la unidad basica de analisis del sistema hidroldgico, en la que distintos subsistemas

naturales y antrdpicos interactuan (MADS, 2014).

Los factores fenomenoldgicos naturales y las actividades antrdpicas tienen influencia en la
variabilidad y cambio climatico, y pueden generar comportamientos anémalos en la precipitacién
induciendo efectos secundarios como eventos extremos relacionados con altas precipitaciones,
desbordamientos, lluvias torrenciales, inundaciones o sequias que tienen impactos directos en los
sistemas productivos, sociales y ecoldgicos (J. Zhu et al., 2020; Carvajal-Escobar, 2011). A partir de
esto aparece la necesidad de exploracion de métodos eficientes para el analisis de la precipitacion y

su variacion temporal y espacial para identificar tales eventualidades.

En los Gltimos afios las técnicas de inteligencia artificial han empezado a aprovecharse en diversos
campos de las ciencias ambientales, tanto para la modelacién de sistemas como para complementar
los modelos estadisticos y numéricos tradicionales (Nishant et al., 2020). Entre estas técnicas de
inteligencia artificial se destacan las redes neuronales artificiales y los sistemas de légica difusa
(Shamshirband et al., 2014).

Varias investigaciones a nivel global han demostrado la utilidad de dichas técnicas de inteligencia
artificial en el analisis de la precipitacion en diferentes escalas espacio-temporales (Gocic et al.,
2016; Y. Hong et al., 2004; Petkovi¢ et al., 2016; Sadeghi et al., 2020; Shenify et al., 2016). Por lo
tanto, los sistemas de inteligencia artificial y su capacidad innata para modelar e inferir informacion
pueden ser una solucion para facilitar el andlisis de las variables hidro-climatoldgicas, también es

necesario el uso de datos contextualizados a la zona de estudio para evitar errores de analisis tipicos
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causados al pasar por alto las caracteristicas particulares de la region que se pretende investigar
(IDEAM, 2013a).

Colombia es uno de los paises con caracteristica hidroclimatoldgicas particulares debido a su
ubicacion en la zona del tropico y su geografia variada que permite la existencia de distintos pisos
térmicos (DNP, 2012). Ademas, existen varias limitaciones referentes a la informacién hidrolégica
y climética debido a la carencia de estaciones de monitoreo, la ausencia de registro de datos, las
limitaciones de acceso en el territorio y los conflictos sociopoliticos (Tobdn, 2009). Proyectos como
los planes de ordenamiento y manejo de cuencas hidrograficas (POMCA) y la planificacion para la
mitigacion del cambio climatico establecen la importancia del monitoreo constante y de calidad del
recurso hidrico y examinan las acciones necesarias para mejorar el uso de los recursos naturales y
reducir el riesgo ante los posibles escenarios futuros (IDEAM, 2018). A partir de estos elementos se
reconoce la importancia del estudio de las variables hidroclimatol6gicas como la precipitacion y la
necesidad investigativa de aplicar métodos mas eficientes para su analisis a corto, mediano y largo

plazo.

El departamento del Valle del Cauca presenta altas condiciones de vulnerabilidad al cambio
climatico y a los eventos extremos, proyecciones al 2040 estiman un aumento de la temperatura
media superior a 1°C y una reduccion de la precipitacion igual o mayor al 10%, los distintos planes
de adaptacion y mitigacion hacen énfasis en la necesidad de investigacion en temas de andlisis
climético (CVC et al., 2018).

La cuenca hidrogréfica del rio Bolo tiene importancia local en el Valle del Cauca al ser una fuente
hidrica y productora de los municipios de Palmira, Pradera y Candelaria, sin embargo, también
presenta carencias en la base de conocimiento para la toma de decisiones, al igual que multiples
problematicas ambientales relacionadas con el manejo de los residuos soélidos, el conflictos por el
uso del suelo y el agua, la contaminacién atmosférica, ademas de las falencias de control de la
autoridad ambiental y el uso inadecuado de las fuentes hidricas (CVC 2007). Por otro lado, no se
han realizado estudios para la andlisis de la precipitacion en la cuenca del rio Bolo que utilicen
técnicas de inteligencia artificial, se conocen estudios en otras cuencas del Valle del Cauca como la
cuenca del Rio Cali (Montenegro Murillo et al., 2019) o en paises de la region como Brasil (de
Campos Souza et al., 2019) y Chile (Neira, 2010).

La correcta estimacion de la precipitacion es fundamental en la gestion del recurso hidrico y la

planificacion de la cuenca, ademas, por las caracteristicas de produccion agricola de la zona de
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estudio, el anlisis de la precipitacion es de vital importancia para favorecer el desarrollo econémico,
la adopcion de una agricultura sostenible y la capacidad de adaptacion a los posibles escenarios de
cambio climatico, por esta razon se busca implementar, analizar y comparar el desempefio de
sistemas de inteligencia artificial para la estimacion de la precipitacion en la cuenca hidrogréfica del
rio Bolo, con este trabajo se pretende evaluar los métodos de inteligencia artificial basados en
sistemas de reglas como los sistemas de inferencia difuso y los basados en datos como las redes
neuronales artificial, para entender como se pueden aplicar en el estudio de la precipitacion en la

cuenca hidrogréfica del rio Bolo.






2. Objetivos

Objetivo General

Comparar las técnicas de inteligencia artificial: redes neuronales artificiales y sistema de inferencia
difusa para el anlisis de la precipitacion en la cuenca hidrografica del rio Bolo en el Valle del Cauca.

Objetivos especificos
e Compilar y analizar los datos de precipitacion de la cuenca hidrogréfica del rio Bolo.
e Implementar y evaluar un modelo de l6gica difusa.
e Implementar y evaluar un modelo de redes neuronales artificiales.
e Realizar un analisis comparativo de los modelos de red neuronal artificial y légica difusa

para la estimacidn de la precipitacién a nivel de cuenca hidrogréafica.






3. Marco teorico

3.1 Analisis de la precipitacion

La medicion directa de la precipitacion se realiza a partir de diversos instrumentos de monitoreo in
situ y se expresa en términos de profundidad o altura de precipitacion, usualmente en [mm] a partir
de la relacion [Volumen / Area], o expresada como intensidad de precipitacion en términos de
[Profundidad / Tiempo] (Davie, 2019; Hingray et al., 2014), autores como Krier et al. (2012) hacen
énfasis en la inclusion del intervalo temporal. Sin embargo, la precipitacion varia de forma espacial
y temporal presentando un comportamiento con variaciones temporales rapidas y variaciones

espaciales distribuidas y frecuentes.

La instrumentacion base para el monitoreo y medicién de la precipitacién son las estaciones
pluviométricas que ofrecen mediciones puntuales de precipitacion (Davie, 2019). Para la medicion
de intensidad se usan pluviémetros manuales o automaticos que registran el valor cada cierto
intervalo de tiempo, el analisis estadistico es fundamental, cominmente se definen valores maximos,

minimos, promedios, y desviaciones estandar (Story, 2012).

Desde el punto de vista hidroldgico, la precipitacion es la entrada principal en el balance hidrico en

una cuenca hidrogréafica. Este balance esta dado por la relacion entre la precipitacion P, el caudal de
. .y, .. AS .z
descarga Q, la evapotranspiracion E, y la tasa de acumulacion -, COmo se muestra en la Ecuacion

(3-1) (Kirchner, 2009). Desde el punto de vista meteoroldgico, la precipitacion puede entenderse
como un componente regulador del clima, de alli su importancia tanto en sistemas hidrolégicos como
climatoldgicos (UNESCO, 2020).

S _ (3-1)



10 Estimacion de la precipitacion en la cuenca hidrografica del rio Bolo con técnicas de

inteligencia artificial

El tiempo y el clima son dos elementos de andlisis en meteorologia pues las variaciones en la
precipitacion a corto plazo se asocian directamente con el estado del tiempo relacionado con las
fluctuaciones en el estado atmosférico. La predictibilidad del estado del tiempo sélo es de unas horas
y se realiza en la mesoescala. El clima, por su parte, se refiere al comportamiento de la dindmica
atmosférica en un periodo mayor, usualmente 30 afos, en el que se pueden presentar algunas
variaciones temporales que se conocen como Vvariabilidad climética al igual que tendencias y

cambios permanentes y progresivos relacionados con el cambio climatico (Cooper et al., 2002).

La variabilidad climética se relaciona con las fluctuaciones del nivel medio de las variables
climaticas, puede darse a escalas estacionales, que en las latitudes tropicales se refiera a la
temporadas secas y lluviosas; intraestacionales, con oscilaciones en periodos de dias; interanuales,
como los fendmenos de El Nifio-Oscilacion del Sur (ENSO del inglés El Nifio-Southern Oscillation)
y la oscilacién Cuasibienal; e interdecadal, cuyas fluctuaciones pasan casi inadvertidas. EI cambio
climético, por su parte, puede deberse a dindmicas naturales o antropicas y generar cambios en la
variabilidad climética al igual que la ocurrencia de eventos extremos (IDEAM et al., 2018). El
cambio climético generado por las actividades antrépicas es el resultado del aumento de los gases
de efecto invernadero, esto liga intimamente el comportamiento del clima con las dindmicas
socioecondmicas (IDEAM & UPME, 2017).

La estimacidn de la precipitacién y el analisis con predicciones y proyecciones son componentes
fundamentales para entender desde el punto de vista hidrolgico elementos del balance hidrico que
determinan la oferta, capacidad productiva, disponibilidad y probabilidad de eventos extremos como
inundaciones y sequias (MAVDT, 2010). También es necesario destacar que muchas de las
caracteristicas hidrol6gicas en un sistema dependen de parametros indirectos, como vegetacion,

coberturas, uso de los suelos, pendientes y elevacion (IDEAM et al., 2007).

La comprensién e identificacion de la dindmica climatica es fundamental para mejorar la capacidad
adaptativa y reducir la vulnerabilidad de las regiones (Keys etal., 2012). Se puede constatar
histéricamente que los modelos hidro-climaticos son altamente dependientes de los datos obtenidos.
Las posibles deficiencias o limitaciones de los estos se deben a la disponibilidad y calidad de la

informacidn disponible (Kar et al., 2015).

La probabilidad de un evento extremo de precipitacion se define usualmente como la probabilidad
de que se genere cierta cantidad lluvia dentro de un rango especifico en un periodo de tiempo

determinado. Esta definicion puede variar dependiendo del contexto y la ubicacién (caracteristicas
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locales) pero en general corresponde a eventos que se encuentran fuera de la distribucion tipica de
la precipitacion en el area de estudio (Field & IPCC, 2012).

El comportamiento tipico de la precipitacion, es decir, los patrones de precipitacion, hace referencia
a las tendencias a largo plazo, como los cambios en la precipitacion promedio y la frecuencia de
ciertos tipos de eventos de precipitacion. Los periodos secos y humedos pueden asociarse
directamente al comportamiento de la precipitacion, al mismo tiempo constituyen eventos extremos
relacionados con el clima. Esto incluye tanto eventos de altas precipitaciones como sequias que
constituirian los dos extremos opuestos de las fluctuaciones que puede incluirse en la estimacién de

la precipitacion.

Segun diversos informes del Panel Intergubernamental de Expertos sobre el Cambio Climatico (Field
& IPCC, 2012; IPCC, 2007, 2014, 2018), los efectos del cambio climéatico con incrementos de la
temperatura simulados a partir de escenarios de trayectoria de concentracion representativa (RCP,
por sus siglas en inglés) como de escenarios de trayectorias socioeconémicas compartidas (SSP, por
sus siglas en inglés), proyectan cambios significativos en los niveles de precipitacion a nivel
mundial, afectando de forma diferente a diversas regiones, pero particularmente se esperan

incrementos considerables para grandes altitudes, zona pacifica y ecuatorial.

Para extender las mediciones puntuales a lo largo de la cuenca, es decir aumentar el rango espacial,
se usan algunos métodos de interpolacién geométrica como el método de poligonos de Thiessen, las
distancias inversas ponderadas (Inverse Distance Weighted, IDW), Kriging, Isoyetas; o estadisticos
como el promedio aritmético. Estos métodos usan la informacion medida en estaciones puntuales
para realizar el calculo espacial, actualmente estos calculos se realizan de forma digital usando
herramientas de software como los sistemas de informacion geogréfica (Carrera-Villacrés et al.,
2016; Szczesniak & Piniewski, 2015; Luo et al., 2011; Pizarro T et al., 2003)

Una forma de analizar el comportamiento de la precipitacion es usando el indice estandarizado de
precipitacion (SPI, del inglés Standarized Precipitation Index). Este indice permite identificar como
se aleja un valor de precipitacion de los valores normales, por ejemplo, distinguiendo si hay un
desvio hacia un comportamiento seco o hacia un o himedo (Hingray et al., 2014). Se calcula
ajustando los valores histéricos de precipitacion a una distribucién de probabilidad, de esta manera
un valor cercano a 0 implica un comportamiento normal, mientras que valores negativos demuestran
una tendencia hacia sequia y positivos una tendencia hacia humedad. Uno de sus beneficios es su

facilidad de célculo, sin embargo, el ajuste a la distribucion asume un comportamiento que no
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siempre se presenta en las caracteristicas locales de la precipitacion lo que restringe su aplicabilidad

en muchos casos.

El indice Nifio Oceanico (ONI del inglés Oceanic el Nifio Index), es un indice que permite cuantificar
el efecto de los fendmenos periddicos de temperatura oceénica superficial para las fases célida (El
Nifio) y la fase fria (La Nifia) que ocurren principalmente en la zona ecuatorial y son de relevancia
en esta investigacion dada su incidencia en la zona de interés. Estas indice se calcula teniendo en
cuenta una base de 30 afios y puede tener efectos en los patrones de precipitacion locales. ONI es
una medida de EI Nifio-Oscilacion del Sur y permiten evidenciar la presencia de episodios céalidos,
frios o neutrales (NOAA’s Climate Prediction Center, 2021).

3.2 Técnicas de inteligencia artificial

La inteligencia artificial es un campo de las ciencias computacionales que busca replicar ciertos
rasgos del comportamiento inteligente como la capacidad de aprendizaje y razonamiento. La
investigacion en inteligencia artificial se ha inspirado en distintos sistemas bioldgicos,
principalmente en el aprendizaje y procesamiento dentro del cerebro humano, para simular las
funciones de percepcion, entendimiento y capacidad de decision a partir de informacion (Haupt et al.,
2009; Lexcellent, 2019). La inteligencia artificial se puede clasificar en inteligencia artificial general,
orientada en reproducir el funcionamiento de la inteligencia humana; e inteligencia artificial débil o
estrecha, orientada en resolver tareas concretas como reconocer patrones, predecir valores en una
serie de tiempo o clasificar elementos con caracteristicas similares. Las redes neuronales artificiales
y la légica difusa son técnicas empleadas en la inteligencia artificial estrecha que han demostrado

ser muy efectivas en tareas de regresion y clasificacién (Mehdizadeh et al., 2016).

El potencial procedente de la inteligencia artificial es la integracion de conceptos matematicos, el
acceso y manipulacion a gran cantidad de datos, y la eficiencia y capacidad iterativa de los sistemas
computacionales (Deloitte, 2020), de esta manera, sistemas no lineales o con alta complejidad
dindmica pueden ser modelados de forma directa y muchas veces se pueden reducir las tareas

manuales repetitivas o que requieren de un conocimiento especializado.

En términos generales las técnicas de inteligencia artificial se pueden clasificar en diversas categorias
dependiendo del acercamiento que le dan al concepto de inteligencia. En la Figura 3-1 se observa
una categorizacion de diferentes enfoques de inteligencia artificial (IA). Varias de estas categorias

coinciden entre si en algunos elementos o se mezclan para formar enfoques denominados hibridos.
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La inteligencia artificial tradicional, por ejemplo, incluye agentes légicos, algoritmos de busqueda,
juegos de adversarios, entre otros, que poco a poco se han convertido en métodos mas definidos
como las redes bayesianas al incluir razonamiento estadistico (Russell & Norvig, 2009).

ANN: Red neuronal artificial
FIS: Sistema de inferencia difuso AL Técnicas de TA
ANFIS: Sistema adaptativo de

. . o Estadistica
inferencia neuro difuso

tradicional SVM
GA: Algoritmos genéticos —
EA: Algoritmos evolutivos ANN
SVM: Miquina de soporte vectorial EA
BN: Red bayesiana » BN ANFIS
AL: Vida artificial IA Tradicional -

Figura 3-1: Distintas técnicas de inteligencia artificial
Nota. Adaptado (Das & Ghosh, 2017)

Los enfoques de interés para esta investigacién hacen arte de las técnicas de inteligencia artificial,
estos corresponden a los paradigmas de los sistemas expertos y a los sistemas de aprendizaje
automatico. Un sistema experto deriva su comportamiento inteligente de una base de reglas
programadas mientras que un sistema de aprendizaje automatico genera las reglas a partir de datos
empiricos. Ambos modelos se pueden emplear para tareas de clasificacion o de regresion (Nadler,
2019).

Un sistema de inferencia difuso (FIS, del inglés Fuzzy Inference System), es un modelo de l6gica
difusa y hace parte del paradigma de los sistemas expertos. Su principal caracteristica consiste en
modelar un fendmeno utilizando categorias lingiisticas que pueden procesarse mediante reglas
I6gicas derivadas del conocimiento experto. De esta manera el conocimiento del investigador
obtenido a partir de la experiencia o del entendimiento general del fenémeno se puede aplicar
directamente sobre la representacién en conjuntos difusos de las variables, e internamente las
relaciones complejas del fenémeno se obtienen a partir de operaciones de la logica difusa (Ross,
2017).

Una red neuronal artificial (ANN, del inglés Artificial Neural Network), por su parte, es un modelo
de aprendizaje automatico pues emplea datos reales de un fendmeno junto con un proceso
algoritmico de auto actualizacién o aprendizaje, denominado entrenamiento, para replicar el
comportamiento de dicho fendmeno y asi ser capaz de modelarlo con cierto grado de precision
(Hagan etal., 2014). Las redes neuronales artificiales estan parcialmente inspiradas en el
funcionamiento de las neuronas bioldgicas y han demostrado ser muy efectivas en diversas tareas en
afios recientes, gracias en parte al aumento exponencial de los datos disponibles y la capacidad

computacional (Du & Swamy, 2019).






4. Marco metodologico

4.1 Metodologia general

La metodologia general se muestra en la Figura 4-1, inicialmente se requiere un paso de recopilacion
de datos y revision bibliografica que permite identificar el estado del arte y las diversas técnicas
empleadas para el tipo de datos disponibles. Posteriormente se realiz6 un analisis exploratorio de
datos, dado que una vez recopilados los datos de diferentes estaciones relevantes para la zona de
estudio es necesario realizar un andlisis estadistico para determinar valores promedio, desviacion
estandar y distribuciones. Se generaron graficos de series de tiempo y diagramas de cajas y bigotes
para comparar visualmente e incluir andlisis de tendencia. Para estos datos se establecieron criterios
de utilidad siguiendo el conocimiento de la dindmica hidroclimatolégica y se aplicd un
preprocesamiento para organizar las bases de datos y las configuraciones aptas para usar como

entradas de los algoritmos.

Posteriormente se realizé la seleccion de los modelos para cada una de las técnicas: l6gica difusa y
red neuronal artificial, y se implementaron en una herramienta de software adecuada. Cada uno de
estos pasos contiene una metodologia particular que se describe en capitulos posteriores y permitio
validar el rendimiento de cada técnica. Finalmente se realiz6 un analisis comparativo de los modelos
de inteligencia artificial y su utilidad para el analisis de los patrones de precipitacion en la cuenca

del rio Bolo.
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Objetivos especificos

Recopilacién de datos
y revisién bibliogrifica

}

Andlisis exploratorio de datos [ﬁ

}

Seleccién de modelos
para cada técnica de IA

/ \

Implementacién y validacién Implementacién y validacién
usando l6gica difusa usando una red neuronal artificial

i E

Andlisis comparativo

Figura 4-1: Metodologia general para estimar la precitacion en el rio Bolo con técnicas de inteligencia artificial.

Es importante notar que esta metodologia es altamente dependiente de los datos disponibles, el
analisis exploratorio de datos y la seleccion de los modelos de inteligencia artificial (Objetivo
especifico 1). Esto implica que es parte de la investigacion seleccionar las variables de entrada y
salida segun convenga con los datos recopilados y la facilidad de implementacién de estos modelos,
en capitulos posteriores se determina que la estimacion de los patrones de precipitacién corresponde
a la variable objetivo més acertada para comparar la Idgica difusa y las redes neuronales. La
metodologia especifica para los modelos de ldgica difusa y red neuronal artificial se describen con

mayor detalle en los capitulos correspondientes a cada una de estas técnicas de inteligencia artificial.

4.2 Zona de estudio

La zona de estudio corresponde a la cuenca hidrografica del rio Bolo. Se encuentra ubicada en el
departamento del Valle del Cauca, Colombia. Tiene una extension de unas 41.000 hectéareas con
elevaciones entre los 947 y 4.155 msnm (Figura 4-2). Es el lugar de nacimiento de los rios Bolo y
su principal afluente, el rio Aguaclara. La cuenca pertenece a la cuenca del rio Guachal el cual se
forma por la confluencia de los rios Bolo y Fraile, y desemboca en el rio Cauca, segundo rio més
importante del pais (CVC, 2017).
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Cuenca hidrografica del rio Bolo
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Figura 4-2: Zona de estudio: Cuenca hidrogréfica del rio Bolo

Nota. Elaboracion propia a partir de datos y mapas del IDEAM y la CVC.

De acuerdo con el documento de Zonificacion y Codificacion de Cuencas Hidrogréficas (IDEAM,

2013Db), la cuenca del rio Bolo pertenece al area hidrogréafica del Magdalena-Cauca reconocida por

la diversidad de paisajes entre valle y montafia con precipitaciones de tipo orograficas en las

cercanias de la cordillera. Como siguiente nivel de clasificacion, pertenece a la zona hidrografica del

Cauca-Patia. El nacimiento del rio Bolo se da en la cordillera central a unos 3.800 msnm. Por su

extension es una cuenca de orden 4 con precipitaciones en régimen bimodal con dos temporadas

secas y dos humedas a lo largo del afio. Con valores méaximos en el mes de noviembre y minimos

entre los meses de julio y agosto. Este régimen concuerda con el establecido para la zona centro sur

del area hidrogréafica Magdalena Cauca (Figura 4-3). La importancia de este régimen bimodal se

asocia a el comportamiento mensual y tendencias a periodos hiimedos y secos que es el eje de analisis

de los modelos implementados.

300
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Precipitacién (mm)

MAGDALENA CAUCA

123456 78 9101112
Mes

Figura 4-3: Régimen de precipitacion bimodal para el area hidrogréfica Magdalena-Cauca.

Nota. Fuente (IDEAM & UPME, 2017)
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En la cuenca del rio Bolo se reconocen dos regiones principales categorizados por el tipo de demanda
hidrica: region productora y region consumidora. La cuenca del rio Bolo hace parte de las cuencas
que son reservas hidroldgicas y productivas mas importantes del municipio de Palmira. Tres
municipios comparten la cuenca: Pradera, Palmira y Candelaria (Figura 4-4). Dentro de la cuenca
para el afio 2019 se tenia una poblacidn de aproximadamente 63.770 habitantes contando con el
Resguardo Indigena KwetWala-Piedra Grande (CVC, 2019).

§ F I l Municipio de PRADERA 61.41%
/
A

Municipio de PALMIRA 35.67%

Municipio de CANDELARIA 2.92%

Figura 4-4: Distribucion de los municipios en la cuenca del rio Bolo
Nota. Fuente (Asobolo, 2021)

En los ultimos afios se han reconocido multiples probleméaticas ambientales en la cuenca que
incluyen falencias de control de la autoridad ambiental para el manejo de residuos, el uso inadecuado
de las fuentes hidricas por diversos actores, y a esto se suma el grado de vulnerabilidad proyectado
para el departamento del Valle del Cauca respecto al impacto del cambio climéatico (CVC et al.,
2018). Ademas, existe una relacion estrecha entre el uso actual del recurso hidrico, tanto de
habitantes como de las actividades productivas, y el deterioro de la calidad ambiental junto con el
agotamiento de los recursos naturales dadas las extensas actividades de los ingenios azucareros,

industria avicola, entre otros (Alvarado, 2007).

4.3 Recopilacion de datos

Para el analisis de la precipitacion con modelos de inteligencia artificial se utilizé una serie de datos
de monitoreo tanto actuales como histéricos. Se usé principalmente el Sistema de Monitoreo del
Recurso Hidrico SIRH (IDEAM, 2021) y de la red hidro-climatoldgica del Instituto de Hidrologia,
Meteorologia y Estudios Ambientales (IDEAM). También las estaciones asociadas con la autoridad

ambiental local Corporacion Auténoma Regional del Valle del Cauca (CVC).

Cada estacion se encuentra en una localizacion puntual en el territorio y dependiendo del tipo y el

periodo de funcionamiento ofrece datos de precipitaciones en milimetros (mm), a escala temporal



19

anual, multianual, méaximos, minimos, totales, etc. Actualmente se incluyen estaciones
pluviométricas (PM) pero la red de estaciones de ambas entidades también incluye estaciones para
otro tipo de variables climéticas e hidroldgicas. Se emplearon los datos de estaciones de monitoreo
representativas de la zona de estudio (Figura 4-5) al igual que estaciones de zonas aledafas.

76.40°0 76.30°0 76.20°0 76.10°0
1 1 1 1

3.50°N &

3.40°N

A Estaciones CVC
A Estaciones IDEAM
B Rios

[ Cuenca

3.30°N A

Figura 4-5: Mapa de estaciones pluviométricas de la CVC e IDEAM en la zona de estudio
Nota. Elaboracién propia.

Debido al alcance de la investigacion se decidié utilizar Unicamente datos de estaciones ya que la
diferencia resolucion espacial con productos como CHIRPS implicarian mayor preprocesamiento y
posprocesamiento de los datos, y se pueden generar problemas de estimacion para identificar
patrones como propdsito principal del estudio, no se contaban con el calculo de incertidumbres y
una metodologia adecuada para la combinacion de datos, sin embargo no se descarta la posibilidad
de usar esas fuentes de datos alternativas para mejorar los modelos o para tareas de validacion a

futuro.

Dentro de la cuenca del rio Bolo se cuenta con 21 estaciones pluviométricas, 16 estaciones del
IDEAM y 5 de la CVC tal como se muestra en la Tabla 4-1. Pero debido a las dindmicas climéticas
y tal como se menciond, es conveniente utilizar los datos de estaciones cercanas a la cuenca. Se
podria hacer uso de aproximadamente 118 estaciones activas a partir de la informacion suministrada
por los portales hidroclimatolégicos, 99 del IDEAM y 19 de la CVC, la mayoria incluidas en el mapa

de la Figura 4-5.
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Tabla 4-1.
Estaciones pluviométricas en la cuenca del rio Bolo

Estacion Longitud Latitud Elevacion Entidad
Aguaclara -76.20 3.50 1250.00 IDEAM
Bavaria -76.30 3.43 990.00 IDEAM
Bolo Blanco -76.11 3.46 2410.00 CVvC

Bolo Blanco -76.00 3.43 2410.00 IDEAM
La Buitrera -76.20 3.47 1350.00 IDEAM
Cascajal -76.20 3.52 1006.00 IDEAM
Chune -76.20 3.42 1200.00 IDEAM
Esperanza Pradera -76.26 3.43 1010.00 CVC

Esperanza Pradera -76.20 3.46 155.00 IDEAM
Guachazambolo -76.44 3.50 940.00 CVC

La Leona -76.20 343 1220.00 IDEAM
La Zapata -76.21 351 112.00 CVC

La Zapata -76.20 3.53 119.00 IDEAM
Lorena -76.20 343 1100.00 IDEAM
Miraflores -76.30 3.45 995.00 IDEAM
Petite -76.20 3.50 1200.00 IDEAM
Planta Nima 1. -76.20 3.55 1170.00 IDEAM
Planta Nima 1. -76.22 3.55 1170.00 CVC

San Camilo -76.20 3.47 1005.00 IDEAM
San Jorge -76.30 343 990.00 IDEAM
San Pablo -76.40 3.50 1871.00 IDEAM

En la Tabla 4-2 se resumen los datos suministrados en los portales de cada una de las entidades,

aunque cabe recalcar que es necesario depurar la informacion de varias estaciones teniendo en cuenta

gue no todas tienen los mismos periodos de actividad y es preciso lidiar con valores incompletos o

faltantes comunes en estos sistemas de informacion al igual que las fechas de inicio de activacion y

fechas de suspension.

Datos disponibles de precipitacion

Acumulada 10 min, dia pluviométrico, 10

min total diaria, total horaria, acumulada 10

min, decadal, multianual

Tabla 4-2.
Datos de precipitacion disponibles en los portales de cada entidad
Entidad
IDEAM
CcvC

Maéxima diaria, total diaria, promedio
mensual, total mensual, minima mensual,
maxima multianual, mensual multianual

En lo referente a la variacion temporal, se aclara que nominalmente se pueden obtener datos de

precipitacion desde el afio 1935 a partir de los registros, sin embargo, debido a los tiempos de
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activacion, la distribucion y la confiabilidad de los mismos datos, el periodo analizable se disminuye
considerablemente. A juicio del investigador se utilizaron principalmente los datos entre el afio 2000
y 2021 principalmente. También se prefirio como dato en bruto el dia pluviométrico o precipitacion
total diaria sobre las otras variables, al tener mayor flexibilidad y acceso desde las diversas
plataformas y porque datos de precipitacion necesarios para andlisis en otros periodos pueden

derivarse de esos valores.
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5. Enfoques basados en logica difusa y redes
neuronales para la estimacion de la
precipitacion: una revision sistematica

Resumen

La estimacion de la precipitacion al nivel de cuenca hidrografica es indispensable en la gestion de
cuencas hidrograficas, el andlisis de eventos extremos, el analisis del tiempo y del clima y la
modelacion hidroldgica. En los Gltimos afios nuevas herramientas de analisis como las técnicas de
inteligencia artificial han empezado a emplearse para la estimacién de la precipitacion al ofrecer
ventajas sobre los métodos tradicionales. Dos de los paradigmas principales son las redes neuronales
artificiales y los sistemas de Idgica difusa que pueden presentar gran variedad de configuraciones
incluyendo modelos hibridos y modulares. En este capitulo se presenta una revision bibliografica de
la forma en que estas técnicas se han empleado para la estimacion de la precipitacion. Como criterios
de seleccion y comparacion se usan: el tipo de modelo, las variables de entrada y salida, los criterios
de desempefio y sus campos de aplicacion. Se establece que existe un incremento en este tipo de
estudios principalmente con modelos de redes neuronales que tienden a ser mas sofisticados
dependiendo del acceso y calidad de los datos de entrenamiento, por su parte los modelos de l6gica
difusa tienden a hibridarse con modelos neuronales. Aun existen retos relacionados con la calidad
de la prediccién y las resolucion espacial y temporal a escala de cuenca y microcuenca hidrografica,
pero en general estos paradigmas de inteligencia artificial son prometedores en el analisis de la

precipitacion.

Palabras clave: precipitacion, cuenca hidrografica, redes neuronales, I6gica difusa, aprendizaje de

maquina, sistemas de inferencia difusa
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Abstract

The estimation of precipitation at river basin level is essential for watershed management, analysis
of extreme events, analysis of weather and climate dynamics and hydrologic modeling. In recent
years, new approaches and tools like artificial intelligence techniques have been used for
precipitation estimation offering advantages over traditional methods. Two main paradigms are
artificial neural networks and fuzzy logic systems which can come in a wide variety of configurations
including hybrid and modular models. This article offers a literature review of the applications of
these techniques in precipitation analysis and estimation. The selection and comparison criteria used
are model type, input and output variables, performance metrics and application fields. It is
established that there is an increase in this type of studies, mainly in applications of neural network
models which tend to get more sophisticated according to the availability and quality of training
data, on the other hand, fuzzy logic models tend to hybridize with neural models. There are still
challenges related to prediction performance and spatial and temporal resolution at basin and micro
basin level, but overall, these artificial intelligence paradigms are very promising for the analysis of
precipitation.

Keywords: rainfall; river basin; neural networks; fuzzy logic; machine learning; fuzzy inference

system

5.1 Introduccién

La precipitacion es un componente fundamental en el ciclo global del agua teniendo influencia tanto
en la dinamica climatica como hidroldgica (UNESCO, 2020). La estimacién de la precipitacion a
nivel de cuenca hidrografica es de gran utilidad para los estudios ambientales debido a que al ser la
entrada principal de los sistemas hidroldgicos contribuye de forma directa en el balance hidrico y las
dindmicas econdmico-sociales y ecosistémicas derivadas (MAVDT, 2010). De tal manera que una
correcta estimacion de la precipitacion es esencial para entender las dindmicas meteoroldgicas,
hidroclimatoldgicas y su incidencia en la ocurrencia de eventos extremos como inundaciones y
sequias (J. Zhu et al., 2020).

Diversos métodos estadisticos, analiticos y numéricos se emplean para la estimacion de la
precipitacion (Prudden et al., 2020). El enfoque principal es el uso de sistemas que utilizan variables
explicativas y de respuesta para modelar la precipitacion, entre las variables explicativas se pueden

utilizar diversas variables meteorolégicas o fisiograficas, y en afios recientes también informacion
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obtenida de sistemas de teledeteccion como imagenes satelitales y radares meteoroldgicos. Este tipo
de representaciones, como los modelos de circulacion general (GCM, por sus siglas en inglés) y los
modelos numéricos de prediccion meteorolégica (NWP, por sus siglas en inglés) han demostrado su
utilidad en la estimacion de la precipitacion hasta cierto grado (IPCC, 2007), pero a nivel regional

se requieren sistemas mas robustos adaptados a las condiciones locales.

El monitoreo de la precipitacion permite adquirir datos tanto para el analisis histérico como para la
generacion de modelos de estimacion y prediccion. Las mediciones se realizan por medio de
estaciones pluviométricas puntuales, radares terrestres o productos satelitales con diferentes niveles
de resolucion temporal y espacial (Davie, 2019). Los retos para la correcta estimacion de la
precipitacion a nivel de cuenca hidrogréafica radican en poder mejorar la baja densidad espacial de
las estaciones y aumentar la extension espacial por pixel de los sistemas de teledeteccion (Hingray
et al., 2014). Ademas, las afectaciones producidas por los efectos de la variabilidad climética y el
cambio climatico, como alteraciones progresivas en los regimenes de precipitacion y posibles efectos
en la frecuencia e intensidad de los eventos extremos, como lluvias torrenciales y sequias,

demuestran la necesidad de estimaciones mas precisas y eficientes a escalas regionales.

Otra limitante de gran importancia en la estimacion de la precipitacion, ligada al analisis
meteoroldgico, es el comportamiento cadtico caracteristico de las dindmicas atmosféricas, por
ejemplo, un problema conocido en los sistemas numéricos son los errores y desviaciones
significativas de las predicciones incluso con un cambio leve en las condiciones iniciales (Buizza,
2002). A nivel estadistico se reconoce que la precipitacion no necesariamente sigue una distribucion
normal y puede llegar a ajustarse a distribuciones asimétricas (Wilks, 2019). Por estas razones se
buscan enfogques modernos mas efectivos, como la inteligencia artificial, para lograr aproximaciones

mas ajustadas a tales comportamientos.

Gracias a los avances tecnoldgicos en la inteligencia artificial y areas afines como la ciencia de datos,
nuevos enfoques han surgido permitiendo el procesamiento y andlisis de datos en la estimacion de
la precipitacion. Entre estos nuevos enfoques se encuentran las redes neuronales artificiales o el uso
de conocimiento experto como la légica difusa (Yuan et al., 2020). Estas técnicas de inteligencia
artificial permiten flexibilizar y facilitar la creacion de modelos mas robustos para la estimacion de
la precipitacion por sus caracteristicas intrinsecas para modelar relaciones complejas y no lineales
(Khan & Bhuiyan, 2021).
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En este capitulo se realizé una revision bibliogréafica de técnicas de inteligencia artificial empleadas
para realizar la estimacion de la precipitacion. Se busca principalmente hacer una comparacion entre
los modelos de redes neuronales artificiales y los modelos de I6gica difusa teniendo en cuenta los
paradigmas de aprendizaje de maquina y sistemas expertos. Se presenta la metodologia y criterios
de busqueda empleados, se describen algunas bases tedricas y referencias seleccionadas de cada una
de las técnicas, finalmente se realiza una comparacion de las referencias bibliograficas

seleccionadas.

5.2 Materiales y Métodos

5.2.1 Ecuaciones de busqueda

Se realiz6 una busqueda preliminar usando ciertas palabras clave en la base de datos Scopus para
obtener un panorama general de los articulos mas buscados. Como palabras clave se incluyen
“cuenca hidrografica”, “precipitacion”, e “inteligencia artificial”, concretamente para cada técnica
de interés se emplean los conceptos “redes neuronales” y “logica difusa”. Se tuvo en cuenta que
algunos de estos conceptos pueden encontrarse en multiples variaciones incluyendo sinbnimos o
palabras clave méas generalizadas tanto en espafiol como en inglés, dichos términos se aplican en las

ecuaciones de busqueda, por ejemplo:
* Cuenca hidrografica: River Basin, Catchment, Watershed.

 Estimacion de la Precipitacion: precipitation, rainfall, rain estimation, rain rate, precipitation

estimation.
* Inteligencia artificial: artificial intelligence, machine learning, soft computing

» Redes neuronales artificiales: artificial neural networks, neural networks, deep learning, machine

learning, artificial intelligence.

* Logica difusa: Fuzzy logic, Fuzzy inference systems, expert systems, soft computing, artificial

intelligence.
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Para la basqueda preliminar con Scopus se utilizo la ecuacion (1).

(precipitation OR rainfall OR rain OR "precipitation estimation™) AND (“'river
basin” OR watershed OR basin OR catchment) AND (“artificial intelligence” OR (1)
"machine learning” OR "neural network™ OR "fuzzy logic" OR "soft computing")

Posteriormente se realiz6 la busqueda concreta en varias bases de datos oficiales (Elsevier, Springer,
IEEE) y en buscadores convencionales como Google u orientados en articulos académicos como
Google Scholar para incluir resultados de revistas no indexadas con el fin de permitir la inclusion de
bases de datos como Arxiv. Para depurar directamente por paradigma de inteligencia artificial se
usaron las ecuaciones de busqueda (2) y (3).

(“fuzzy logic”) AND (watershed OR ‘“river basin” OR “catchment”) AND

)
(precipitation OR “precipitation estimation” OR “rainfall )

(“neural network”) AND (watershed OR “river basin” OR ‘“‘catchment”) AND @)
(precipitation OR “precipitation estimation” OR “rainfall”)

5.2.2 Criterios de seleccion

Siendo el objetivo de la revision, analizar las técnicas de inteligencia artificial para la estimacion de
la precipitacion a nivel de cuenca hidrogréfica, se establecen como criterio de seleccion que los
articulos estén enfocados en el andlisis de la precipitacion, preferiblemente a nivel de cuenca
hidrografica, y que utilice principalmente un modelo de redes neuronales o de légica difusa para tal
fin. Se busca entender las variables de entrada y salida, la arquitectura del modelo, los criterios de

desempefio y su alcance.

5.2.3 Herramientas de software

Para el analisis bibliométrico preliminar se utilizé el sofware VOSViewer (Perianes-Rodriguez et al.,
2016; van Eck & Waltman, 2021) empleado para la generacion de gréficos de redes bibliométricas
a partir de algoritmos de agrupamiento. Este software facilita la inspeccion visual de elementos
relevantes de los metadatos bibliograficos como autores, palabras clave, términos importantes. Para
el analisis con VOSViewer se emple6 un archivo de tesauro elaborado manualmente para que

términos similares correspondan al mismo concepto.
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5.3 Resultados

La busqueda general usando Scopus permitio analizar los conceptos globales. En la Figura 5-1 se
muestra la red bibliografica de coocurrencia de palabras claves usando conteo total con un limite en
el nimero de conexiones de 200 para facilitar su visualizacion. El concepto de mayor relevancia en
la busqueda fue “artificial neural network”, otras técnicas de inteligencia artificial como algoritmos
genéticos, arboles aleatorios y maquina de vectores de soporte también son visibles en la red,
demostrando su importancia para las investigaciones mas recientes. La logica difusa parece no
incluirse a primera vista, pero un acercamiento de la red (Figura 5-2) permite visualizar el concepto

“fuzzy logic” con mayor grado de similitud al de precipitacion.
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Figura 5-1. Mapa bibliométrico de la basqueda preliminar.

En la basqueda preliminar también se pueden destacar conceptos como cambio climatico, reduccion
de escala, pronostico de precipitacion, prediccion de sequias e inundaciones y modelacion
hidroldgica. Varios articulos hacen referencia a la modelacion de lluvia-escorrentia, sin embargo, en

esta revision el analisis se enfocd Unicamente en la precipitacion.
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Figura 5-2. Acercamiento del mapa bibliométrico
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La busqueda concreta para cada técnica mostro varios resultados asociados con las palabras claves
usadas de los cuales se seleccionaron articulos representativos para redes neuronales artificiales y
para logica difusa que cumplian con los criterios de seleccion. Aunque se destaca que algunos
articulos incluyen analisis comparativos entre distintos métodos de inteligencia artificial. A criterio
de los autores también se priorizaron inicialmente los articulos que usaran directamente datos de
estaciones pluviométricas o meteoroldgicas dado que favorecen el analisis a nivel de cuenca
hidrografica, aunque también se incluyen algunos que s6lo usan datos de radar o de productos

satelitales.

Cada uno de los paradigmas de inteligencia artificial ha tenido un comportamiento diferente en los
afios recientes, aunque en general el uso de inteligencia artificial se ha ido extendiendo en las Gltimas
décadas, los estudios que usan redes neuronales han incrementado en los Ultimos afios mientras que
los de l6gica difusa parecen ir disminuyendo con un mayor nimero entre el 2013 y 2016 para las

referencias seleccionadas (Figura 5-3).

Articulos de Redes Neuronales Artificiales
—®— Articulos de Logica Difusa

6
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Figura 5-3. Nimero de articulos por afio y categoria.

5.3.1 Estimacion de la precipitacion usando redes neuronales artificiales

Redes Neuronales Artificiales

Las redes neuronales artificiales (ANN, por sus siglas en inglés) o simplemente redes neuronales,
son un modelo conexionista empleado para aproximar una funcion a partir de transformaciones no
lineales usando maédulos interconectados denominados neuronas (Du & Swamy, 2019). Las ANN
son ampliamente utilizadas en el campo del aprendizaje automatico, especificamente en el

aprendizaje supervisado, esto quiere decir que utilizan datos de ejemplo de entrada y salida
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(observaciones) en un primer paso denominado entrenamiento. Mediante algoritmos de optimizacion
iterativos la red se actualiza ligeramente en cada iteracion para garantizar que los datos de entrada
conocidos generen los datos de salida conocidos hasta encontrar una configuracién éptima de la red
(Hagan et al., 2014). Una red bien entrenada es capaz de generalizar internamente las relaciones
entre las entradas y las salidas logrando aproximar adecuadamente la funcién objetivo, por ejemplo,

modelar la precipitacion a partir de datos histéricos de precipitacion.

El modelo més sencillo de red neuronal es el perceptron multicapa (MLP, por sus siglas en inglés)
que se compone de minimo tres capas: una capa de entrada, una capa oculta y una capa de salida
(Figura 5-4), cada nodo o perceptron se modela parcialmente como una neurona bioldgica,
usualmente se emplea la propagacién hacia atrés del error como método de entrenamiento por lo que
también se conocen como Backpropagation Neural Networks (BPNN, por sus siglas en inglés), en
varios estudios se usa los términos ANN y BPNN indistintamente pero es necesario aclarar que
pueden haber diferencias en la configuracién de los pardmetros de red como la matriz de pesos y

sesgos, la funcidn de transferencia y el algoritmo de optimizacion (Russell & Norvig, 2009).
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Figura 5-4. Topologia de una red neuronal.
Nota. Adaptado (Araghinejad, 2014)

El modelo de ANN se ha empleado para completar datos faltantes en series temporales de
precipitacion (Kajornrit et al., 2012a), también en modelos autorregresivos, en el que la precipitacion
se modela a partir de datos historicos de precipitacion como es el caso de Luk et al. (2001) para
precipitacion cada 15 minutos, Hong (2008) para precipitacion diaria, Solgi etal. (2014) para
precipitacion diaria con inclusion de analisis por wavelets, y Wang et al.(2020) para precipitacion
anual empleando datos de estaciones entre 1961 y 2018 en la cuenca del rio Wujiang mas un
algoritmo de colonia de abeja artificial incluido en el modelo. Moustris et al. (2011) realizaron un
estudio similar en Grecia. Modelos simples tipo monocapa, como la red ADALINE, también se han

utilizado para el pronéstico mensual de precipitacion (Sutawinaya et al., 2018).



30 Estimacion de la precipitacion en la cuenca hidrografica del rio Bolo con técnicas de

inteligencia artificial

Ademaés de la precipitacion, se pueden usar otras variables de entrada, Benevides et al. (2019)
incluyeron valores de precipitacion, vapor de agua precipitable, presion, temperatura, humedad
relativa, temperatura en la cima de la nube, presion en la cima de la nube, y altura de la cima de la
nube para predecir la precipitacion cada hora. Otros estudios han utilizado como variables de entrada
algunos indices climéaticos como el indice de la oscilacion del sur (SOI, por sus siglas en inglés), la
oscilacion interdecadal del Pacifico (IPO, por sus siglas en inglés), y la Nifia 3.4 (Abbot & Marohasy,
2013, 2014) o el indice de precipitacion estandarizado (SPI, por sus siglas en inglés) (Azimi &
Azhdary-Moghaddam, 2020).

Neira (2010) por su parte utilizo varios tipos de redes neuronales para estimar precipitacion media
mensual y temperatura media mensual usando datos de 90 estaciones dentro de la zona de estudio
con el objetivo de elaborar la cartografia climéatica en Chile, de forma similar Lucio et al. (2007)
elaboraron predicciones espacio temporales en Brasil . Seo et al. (2015) emplearon redes neuronales
con kriging para la interpolacion espacial de la precipitacion. En el estudio de Schroeter (2016) se
emplearon como entradas series de tiempo de precipitacién derivadas de datos de monitoreo de
estaciones, radar e imagenes satelitales a partir de varios productos meteoroldgicos; mientras que
Trafalis et al. (2002) utilizaron redes neuronales para estimar la precipitacion a partir de datos de
radar tipo WSR-88D en Oklahoma.

Hsu et al. (1997) fueron de los primeros autores en aplicar ANN a imagenes satelitales para mejorar
la estimacion espacial de la precipitacién. A partir de sus investigaciones se generaron nuevos
productos satelitales derivados como el PERSIANN y con la aparicion de nuevos productos y bases
de datos de precipitacion los estudios han empezado a buscar integracion de diversas fuentes de datos
(Khan & Bhuiyan, 2021), Kolluru et al. (2020) emplearon las bases de datos de productos satelitales
(ERA-5, CHIRPS, IMD, PERSIANN-CDR) con el objetivo de generar un algoritmo de aprendizaje
automatico capaz de combinar dicha informacién para obtener lo que ellos denominan fusién de
estimaciones de precipitacion secundaria (SPEM2L). Aunque muchos de los estudios se enfocaron
en realizar una regresion dada la variable objetivo, también es posible clasificar o identificar
elementos como en el caso de Li etal. (2021) quienes usaron datos GNSS para identificar

precipitacion fuerte.

Redes Neuronales Recurrentes

Las redes neuronales recurrentes son un modelo especial de redes neuronales en el cual existen

conexiones adicionales entre las neuronas que hacen el papel de memoria o buffer (Figura 5-5). Esta
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configuracion es particularmente Gtil para aproximar relaciones que dependen de valores previos
como las series de tiempo (Haq et al., 2021). Existen varios tipos de redes neuronales recurrentes,
como la red neuronal recurrente basica (RNN, por sus siglas en inglés), algunas que utilizan una
unidad recurrente cerrada (GRU, por sus siglas en inglés) y unas mejoradas para permitir una especie
de memoria de corto plazo en multiples unidades (LSTM, por sus siglas en inglés).

capa de capas con neuronas capa de
entrada recurrentes salida

Figura 5-5. Topologia de una red neuronal recurrente
Nota. Adaptado (Tch, 2017)

Redes neuronales profundas y convolucionales

Las redes neuronales profundas (DNN, por sus siglas en inglés) son un concepto relativamente nuevo
en el que la red neuronal cuenta con un gran ndmero de neuronas, capas ocultas y datos de
entrenamiento. En la practica se ha demostrado que este tipo de arquitectura ofrece muy buenos
resultados cuando se dispone de una gran cantidad de datos de ejemplo correctamente etiquetados
que se usan para el entrenamiento (Tao et al., 2016). Por su eficacia, el area de aprendizaje profundo
ha ganado terreno e incluso se ha llegado a asociar el concepto de red neuronal directamente con el
aprendizaje profundo. Damavandi y Shah (2019) integraron datos de varias fuentes con aprendizaje
profundo para la prediccion de la intensidad de lluvia, mientras que Sangiorgio et al. (2020) aplicaron
un modelo de clasificacion para identificar eventos de Iluvia intensa, de forma similar a (Tao et al.,

(2017) quienes lo realizaron a partir de iméagenes biespectrales.

El desarrollo de las redes neuronales profundas también ha permitido la aparicién de nuevas
configuraciones como las redes neuronales convolucionales (CNN, por sus siglas en inglés). Las
redes neuronales convolucionales usan nodos especiales (Figura 5-6) que funcionan como filtros que
se deslizan (convolucionan) sobre los datos de entrada identificando caracteristicas particulares que
las activen (LeCun et al., 2015), este comportamiento es favorable para el analisis de imagenes en la

deteccidn de objetos, segmentacién de instancias, clasificacion de imagenes y clasificacion de
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pixeles (X. X. Zhu etal., 2017), lo que en el ambito del andlisis de precipitacion puede tener
aplicaciones en deteccion de nubes, frentes atmosféricos, dindmica atmosférica en productos de

radar, etc.
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Figura 5-6. Topologia de una red neuronal convolucional.
Nota. Adaptado (Tch, 2017)

En el estudio de Moraux et al. (2019) se integraron datos de estaciones pluviométricas, con imagenes
satelitales de radar y modelos de elevacion. Se hace una estimacion de la precipitacién por medio de
redes neuronales convolucionales y un postprocesamiento con variables de probabilidad de
precipitacion e intensidad, en un estudio posterior, Moraux et al. (2021) mejoraron la integracién de
los datos de radar y el sesgo de las estaciones. En otro estudio se usan tanto redes neuronales
profundas como convolucionales a partir de imagenes obtenidas de radares terrestres para identificar

el comportamiento de la precipitacion (Fang et al., 2021).

Muchos de los modelos profundos y convolucionales utilizan como entradas datos no estructurados
como iméagenes. Estos pueden ser obtenidos directamente de productos como radares terrestres o
sensores remotos, 0 pueden ser generados como productos derivados mediante conjuntos de datos
curados a partir de distintas fuentes y generados con procesos estadisticos 0 numéricos. Por ejemplo
Adewoyin et al. (2020) usaron los datos de ERAS y la base de datos E-OBS para aplicar un modelo
de red en forma de U (con elementos profundos y convolucionales). El conjunto de datos de entrada
incluye mapas de variables atmosféricas y fisicas como temperatura, velocidad del viento, vapor de
agua y altura geopotencial para generar los datos de salida usualmente mapas de precipitacion

horaria.
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Otro proyecto enfocado en prondstico del tiempo a corto plazo (nowcasting) emplea principalmente
redes neuronales convolucionales con componentes recurrentes (CRN, por sus siglas en inglés). En
este proyecto Espeholt et al. (2021) usan datos principalmente de radar e imagenes satelitales GOES
junto con modelos fisicos empleados en meteorologia, demuestran buenos resultados para pronéstico
de tiempo en un plazo de 12 horas. Por su parte Ravuri et al. (2021) también entrenaron redes
convolucionales con datos de radar en el Reino Unido usando componentes recurrentes pero ademas
incluyeron un elemento generativo en el que dos médulos, el generador y el discriminador, compiten
para garantizar una salida efectiva. También se puede aplicar analisis del flujo éptico para determinar
el cambio de la precipitacién en imagenes de radar (Agrawal et al., 2019) o la deteccidn a partir de
productos satelitales (Gorooh et al., 2022; W. Li et al., 2022). Dada la naturaleza secuencial de la
precipitacion, se puede aplicar una mezcla de analisis en imagenes con analisis temporales (Shi et al.,

2017), con modelos como convolucionales mas LSTM (Sgnderby et al., 2020).

Por la disponibilidad de datos de precipitacion en forma de imagenes y videos satelitales como de
productos de reanalisis climatico, nuevos estudios estan orientando su enfoque a un analisis de vision
artificial, por ejemplo Bakkay et al. (2022) compararon varios modelos convolucionales, LSTM vy
en forma de U para nowcasting de precipitacion con escala temporal de 15 min, se aclara que se

requiere un volumen muy grande de imagenes de precipitacion.

Métodos de reduccidn de escala

La reduccion de escala (downscaling en inglés) o regionalizacién permite mejorar la escala espacial
de una base de datos climatica, meteoroldgica o directamente de imagenes satelitales dpticas o de
radar para que sea mas acorde a la zona de estudio (Yuan et al., 2020). Xu et al. (2020) aplico
reduccién de escala con distintos modelos de aprendizaje automatico enfocado en la estimacion de
la precipitacion usando modelos de CMIP5, Shi (2020) utilizé redes neuronales convoluciones al
igual que Kumar et al. (2020) encaminados en el monitoreo micro regional de la precipitacion,
mientras que Hu y Ayyub (2019) analizaron la probabilidad de eventos extremos con la reduccion
de escala. Montenegro Murillo et al. (2019) aplicaron redes neuronales de base radial para realizar
una reduccion de escala usando como entradas distintos escenarios de cambio climatico, el modelo
general de circulacion y series de tiempo de precipitacion. La reduccién de escala puede realizarse
usando diferentes modelos, como métodos estadisticos o de red neuronal artificial clasica (Trinh
et al., 2021) o redes neuronales convolucionales con una estructura denominada en forma de U (Sun
& Tang, 2020), dependiendo de la disponibilidad de datos puede hacerse para diferentes escalas

temporales como anual, mensual o diaria (Pan et al., 2019).
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5.3.2 Estimacion de la precipitacion usando ldgica difusa

Sistema de inferencia difusa

La légica difusa aprovecha el conocimiento experto junto con la flexibilidad de los conjuntos difusos
para modelar sistemas complejos (Russell & Norvig, 2009). Con ldgica difusa las variables
numericas pueden representarse por un conjunto de valores linguisticos identificables a partir de
funciones de pertenencia (Figura 5-7) donde se puede aplicar reglas l6gicas interpretables como
proceso de inferencia. El sistema de inferencia difusa (FIS, por sus siglas en inglés) es la
configuracion mas utilizada que tiene 3 pasos principales: fuzzificacién, proceso de inferencia y
defuzzificacion (Figura 5-8).
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Figura 5-7. Ejemplo de funcion de pertenencia.
Nota. Adaptado (M. A. Rahman, 2020)
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Figura 5-8. Sistema de inferencia difusa.
Nota. Adaptado (Sozen et al., 2004)

Tzimopoulo etal. (2008) aplicaron funciones de pertenencia triangulares en un FIS para la
imputacion de datos de precipitacion. También se puede predecir la precipitacion utilizando
variables atmosféricas, Janarthanan et al. (2021) usaron un FIS para predecir la precipitacion usando

como variables de entrada los valores méaximos, minimos y promedio de la velocidad del viento,
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precipitacion y temperatura con un modelo de 23 reglas de implicacion. Rahman (2020) empled
Unicamente la velocidad del viento y la temperatura del aire. En el estudio de Silver et al. (2019) se
aplicd logica difusa a un conjunto de variables geogréaficas entre las que se incluye elevacion,
distancia a la linea costeray pendiente, ademas de las mediciones de estaciones pluviométricas, para
mejorar los mapas de precipitacion de radares meteoroldgicos.

Un caso especial de sistema de inferencia difusa es el sistema de inferencia difusa tipo Mandami
(MFIS) con una gran aceptacion en la comunidad cientifica por sus caracteristicas de
interpretabilidad. En el MFIS el consecuente de las reglas de implicacion es un valor. En los FIS tipo
Sugeno (SFIS) el consecuente puede ser una funcion difusa arbitraria que incorpora las variables de
los antecedentes (Du & Swamy, 2019). EI comportamiento del FIS se puede visualizar para el caso
de dos entradas y una salida como una superficie tridimensional que relaciona el comportamiento no
lineal de las variables (Figura 5-9), al incluir méas variables se genera un hiperplano n-dimensional
(Kaiornrit et al., 2013).

out1

in2 int

Figura 5-9. Ejemplo de superficie de salida de precipitacion con estimacion a partir de series de tiempo.
Nota. Tomado de (Kaiornrit et al., 2013)

Por ejemplo, Helen etal. (2013) incluyeron presion atmosférica, humedad, punto de rocio,
temperatura y velocidad del viento como variables de entrada. Las funciones de pertenencia para
cada una de las variables fueron triangulares con distinciones lingiiisticas sencillas desde “muy bajo”
hasta “muy alto” aplicadas en un FIS tipo Mandami. Hasan et al. (2008) por su parte agregaron una
variable de entrada temporal para diferenciar el dia actual y el anterior en su andlisis de precipitacion
diaria acumulada. También es posible usar datos preprocesados como los METAR (del inglés:
METeorological Aerodrome Report) comunes en el analisis meteoroldgico en bases aéreas (Asklany

et al., 2011) o de la Oficina Nacional de Administracién Oceénica y Atmosférica (National Oceanic
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and Atmospheric Administration, NOAA) que ofrece varios datos de distintas variables
meteoroldgicas (Abbas Fall et al., 2009).

Agrupamiento difuso e interpolacién

Se pueden emplear sistemas difusos para mejorar la interpolacion espacial de la precipitacion. Chang
et al. (2005) aplicaron logica difusa al método de interpolacion de distancia inversa (IDW, por sus
siglas en inglés) para mejorar la estimacion espacial de la precipitacion y reducir el error de
estimacion a nivel de cuenca hidrografica. Métodos similares se orientan Unicamente en la
interpolacién espacial de la precipitacion (Kajornrit & Wong, 2013) o clasificacién como Franco
et al. (2019), quienes utilizaron Idgica difusa para zonificar la precipitacion mensual con el objetivo
de favorecer la toma de decisiones respecto a cultivos de cacao.

Por otra parte, el agrupamiento difuso, en inglés Fuzzy Clustering o Fuzzy C-Means (FCM), consiste
en emplear funciones de pertenencia para la tarea de agrupamiento, es decir, categorizar elementos
segun un criterio de similaridad. Por ejemplo, Zare et al. (2021) utilizaron este método para estimar
la precipitacion y generar mapas de inundacion, mientras que Kajornrit & Wong (2013) lo aplicaron
en la validacion de la estimacion espacial de precipitacion. También se puede emplear como
algoritmo de agrupamiento o clasificacion espacial para la reduccion de escala de datos de

precipitacion (Sinha et al., 2018).

Series de tiempo difusas

Aunque la aplicacion de los FIS se concibe en un entorno de variables de entrada y salidas de un
sistema donde el componente temporal no esta claramente incorporado, también es posible utilizar
la l6gica difusa en un andlisis limitado a series de tiempo. En este caso las series de tiempo deben
interpretarse como conjuntos difusos, por ejemplo, Singh (2018) aplico el concepto de series de
tiempo difusas para predecir la lluvia, y el trabajo complementario de Kaiornrit et al. (2013; 2012b)
se enfoca Unicamente en series de tiempo de precipitacion. Un enfoque autorregresivo consiste en
emplear las funciones de pertenencia para dividir temporalmente las series de tiempo de

precipitacion (Dani & Sharma, 2013).

En estos casos las funciones de pertenencia se utilizan para dividir los datos en su escala temporal,

por ejemplo, la variable linglistica pude ser el mes, al fuzzificar las entradas el tipo de reglas de
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implicacion pueden referirse directamente al conocimiento experimental del comportamiento de la

precipitacion en ciertos meses (Figura 5-10).
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Figura 5-10. Ejemplo de funciones de pertenencia para series de tiempo difusas.
Nota. Adaptado (Kajornrit, 2014)

Modelos hibridos

Los modelos hibridos son aquellos que incluyen un componente de aprendizaje automatico para
complementar los FIS (como redes neuronales o algoritmos genéticos), dada la alta efectividad que
el aprendizaje a partir de datos ha demostrado en las Gltimas décadas, es cada vez mas comun
integrarlas como un paso adicional en sistemas expertos. Por ejemplo, se pueden utilizar redes
neuronales para generar automaticamente las funciones de pertenencia para el FIS e incluso para
generar las reglas de implicacion (Jang, 1993). Wong et al. (2003) usaron una red neuronal para
generar las reglas de implicacion en un sistema que denominaron neuro difuso (NFS, por sus siglas
en inglés) a partir coordenadas con sus respectivos valores de precipitacion, de forma analoga lo
hicieron de Campos Souza et al. (2019). Chang et al. (2014) mezclaron datos de estaciones, radar e

iméagenes satelitales utilizando una red neuro difusa.
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La arquitectura del sistema adaptativo de inferencia neuro difuso (ANFIS, por sus siglas en inglés)
es muy comun en varias referencias (Figura 5-11). Petkovi¢ et al. (2016) usaron ANFIS para la
estimacion de la precipitacion en estaciones pluviométricas en Serbia y obtuvieron mayor robustez
frente a incertidumbre en dichas estaciones. Con ANFIS, Hashim et al. (2016) lograron identificar
las variable meteorol6gicas mas relevantes y su influencia en la estimacion de la precipitacion,
incluyeron datos de presion de vapor, temperatura del aire, frecuencia mensual de dias himedos y el
porcentaje mensual de cobertura de nubes mientras que Hessami et al. (2003) aplicaron ANFIS para
mejorar la estimacion de precipitacién con radar. Existen algunos estudios comparativos que usan
el método ANFIS (Solgi etal., 2014), para la predicciéon de indices climaticos asociados a la
precipitacion (Sharma et al., 2016) y estudios similares usan datos historicos de precipitacion .
También cabe recalcar la posibilidad de fusionar varios modelos en el que el sistema de l6gica difusa

funciona como médulo integrador (A. Rahman et al., 2022).

Capa 1 | Capa 2 Capa 3 | Capa 4 Capa 5

Figura 5-11. Topologia del modelo ANFIS.
Nota. Adaptado (Hashim et al., 2016)

5.3.3 Anélisis Comparativo

Variables de entrada

Los modelos tanto de redes neuronales como de logica difusa dependen de las variables de entrada
disponibles. Se asume un conocimiento inicial de la funcién objetivo y las posibles relaciones entre

las variables explicativas y las variables de respuesta para poder elaborar el modelo. En la Figura
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5-12 se muestran las variables de entrada usadas en cada uno los modelos, en general se pueden
categorizar en variables meteorolégicas, fisiograficas, geograficas, hidroldgicas, indices climaticos,
modelos fisicos 0 numéricos, productos satelitales o de radar, y bases de datos derivadas.
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Variables de entrada

Figura 5-12. Variables de entrada de los modelos

Variables de salida

Aungue en general se asume la estimacion de la precipitacion como variable objetivo de los modelos,
esta puede manejarse en diversas escalas, unidades o configuraciones, como se observa en la Figura
5-13. En un estudio se realizd el modelo tanto para la precipitacion como la temperatura (Neira,
2010). La variable de salida més utilizada es la precipitacion mensual orientada principalmente en
el pronostico del clima y para algunos elementos de andlisis climatico, también permite evaluar

componentes de eventos extremos y tiempos de retorno.

Precipitacion mensual
= Estimacion espacial de precipitacion
Precipitacion cada hora

Precipitacion anual

Variables de salida

Mapas de precipitacion

Precipitacion diaria

0 5 10 15
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Figura 5-13. Variables de salida de los modelos
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Arquitecturas

En la Figura 5-14 se visualizan los modelos de ldgica difusa usados para la estimacién de la
precipitacion. ANFIS, FIS y MFIS estan entre los modelos mas utilizados. Se podria decir que MFIS
es un caso especial de FIS, por otro lado, tanto ANFIS como los NFS integran elementos de redes

neuronales por lo que se catalogan mejor como modelos hibridos.
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Figura 5-14. Modelos de légica difusa en las referencias seleccionadas

En la Figura 5-15 se muestran las arquitecturas de redes neuronales mas utilizadas para la estimacion
de la precipitacion, se deja la diferencia entre ANN y BPNN dadas las definiciones hechas en las
referencias. Aungue las DNN, CNN y CRN se muestran por separado, estas bien podrian agruparse
como en una sola categoria como redes profundas, que en conjunto podrian llegar a ser

representativas en los estudios seleccionados.
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Figura 5-15. Modelos de redes neuronales en las referencias seleccionadas

Criterios de desempefio

Para la validacion de los modelos es necesario emplear distintas métricas o criterios de desempefio

que comparan los valores reales con los generados por el modelo. Algunas métricas comunes son la
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raiz del error medio cuadratico (RMSE, por sus siglas en inglés Root Mean Square Error), el
coeficiente de correlacion r, el coeficiente de determinacion R? y el error absoluto medio (MAE, por
sus siglas en inglés Mean Absolute Error), empleadas para modelos de regresion. Para modelos de
clasificacion, los métodos de evaluacion del rendimiento deben cambiarse, por ejemplo, se puede
usar la matriz de confusién, el valor F1, o la precision. Entre las métricas utilizadas para légica
difusa (Figura 5-16) existen unas particulares como la razén de error de pronéstico promedio (AFER,
por sus siglas en inglés), el factor de eficiencia de Nash-Sutcliffe (NSE, por sus siglas en inglés) y
el puntaje de habilidad de fracciones (FSS, por sus siglas en inglés) o el puntaje de habilidad (SS,
por sus siglas en inglés), estos Gltimos se utilizan bastante en el prondstico cuantitativo de
precipitacion (QPF, del inglés Quantitative Precipitation Forecast) (Zacharov & Rezacova, 2009).
Aparte de ellos es notable que tanto RMSE, MAE y R, son los més utilizados, de forma similar a las

redes neuronales dado que la mayoria de los modelos usan un enfoque de regresion (Figura 5-17).
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Figura 5-16. Métricas de desempefio para légica difusa.
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Figura 5-17. Métricas de desempefio para redes neuronales.
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Implementacion en software

Los modelos de inteligencia artificial pueden implementarse usando distintas herramientas de
software o lenguajes de programacion. Algunos articulos describian claramente el software
empleado para la implementacion del modelo mientras que la mayoria no hicieron ningln tipo de
énfasis o aclaracion al respecto por lo que son pocas las referencias bibliograficas que especifican la
implementacion, sin embargo, se puede resaltar el uso del software MATLAB tanto para la
implementacion de redes neuronales artificiales como logica difusa (Janarthanan et al., 2021), el
lenguaje R para analisis estadistico y downscaling (Montenegro Murillo et al., 2019), y algunas
librerias de Python para modelos de aprendizaje profundo (Shi et al., 2017). Es importante recalcar
que en el andlisis de la precipitacion es imprescindible el uso de software de analisis estadistico al
igual que los sistemas de informacién geogréfica.

Aplicaciones

Entre las aplicaciones incluidas en los articulos asociadas directamente con la estimacion de la
precipitacion usando técnicas de inteligencia artificial, se destaca en primer lugar el pronéstico del
tiempo, cuando la escala temporal se analiza en mdltiples periodos se determina el objetivo de
analisis climético, que es la segunda categoria. Algunos articulos enfatizan la utilidad de las técnicas
de inteligencia artificial para generar alertas tempranas y analizar el comportamiento de eventos de
eventos extremos (Kaiornrit et al., 2013; Luk et al., 2001; Wang et al., 2020; Zare et al., 2021).

5.4 Conclusiones

Existen diversos enfoques para la estimacion de la precipitacién usando técnicas de inteligencia
artificial, la seleccion del modelo depende ampliamente del tipo y la cantidad de datos disponibles,
no existe una configuracion preferible que garantice buenos resultados. Nuevos estudios demuestran
el potencial de mejores resultados al integrar varios tipos de datos disponibles orientados en tareas

de regresion.

Aungue el nimero de estudios que utilizan I6gica difusa ha disminuido, esta prevalece como una
opcion relevante dadas sus caracteristicas de interpretabilidad. Dado el acceso a datos de ejemplos,
los modelos de l6gica difusa se pueden ver beneficiados por la inclusion de elementos de aprendizaje
automatico creando modelos hibridos, favoreciendo su escalamiento y manteniendo caracteristicas

de interpretabilidad.
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En afios recientes se ha incrementado el nimero de investigaciones que aplican redes neuronales
artificiales con modelos mas sofisticados como las redes profundas, las redes recurrentes y las redes
convoluciones dentro del area de aprendizaje automético. Algunas de sus limitaciones incluyen la

disponibilidad y acceso a los datos, su interpretabilidad e implementacion.

AUn existen muchos retos para la estimacion de la precipitacion a nivel de cuenca hidrografica. Los
avances en el campo de la inteligencia artificial y la disponibilidad y accesibilidad tanto a datos como
a herramientas de software han demostrado resultados prometedores con aplicaciones en campos

ambientales.
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6. Analisis exploratorio de datos de precipitacion
para la cuenca hidrografica del rio Bolo en el
Valle del Cauca

Resumen

La comprension del comportamiento de la precipitacion en una cuenca hidrografica es esencial para
el anélisis hidrometeorolégico pues esta intimamente relacionado con en el modelamiento de la
oferta hidrica, los eventos extremos, el cambio climatico y la variabilidad climética. El primer paso
es el analisis exploratorio de los datos de precipitacién de la zona de estudio, en este caso se realizd
un analisis exploratorio de los datos de precipitacion disponibles de distintas estaciones para la
cuenca hidrografica del rio Bolo en el Valle del Cauca. Se identifican los datos validos para la zona
de estudio, posteriormente se realiza un analisis sobre los datos diarios, anuales y mensuales
multianuales. Se describe la metodologia aplicada para la organizacion y transformacion de datos,

el analisis de la estadistica descriptiva y pruebas de hipétesis sobre los datos.

Palabras clave: Cuenca hidrogréafica; Precipitacién; Estadistica descriptiva; Analisis exploratorio

de datos.

Abstract

The correct understanding of precipitation dynamics in a river basin is essential for the
hydrometeorological analysis given its close relation with the water budget, extreme events, climate
change and climatic variability. The first step is the exploratory analysis of available data in the study
area. An exploratory data analysis was carried out for precipitation data from different stations
located in the Bolo river basin, Valle del Cauca, Colombia. The registers were filtered and

transformed to extract valid data. Subsequently a daily, monthly and annual analysis was performed
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using the methodology from literature along with a descriptive statistics analysis and statistics
hypothesis testing.

Keywords: Cuenca hidrogréfica; Precipitacion; Estadistica descriptiva; Analisis exploratorio de
datos.

6.1 Introduccién

En las fases de monitoreo y analisis de la variable precipitacion, un paso principal es el analisis de
los datos de estaciones puntuales. Las estaciones de medicién de la precipitacion son estaciones in
situ con distintos métodos de captura, que registran la profundidad de precipitacién en un periodo
determinado, este corresponde al método tradicional para el monitoreo de la precipitacion

(Teegavarapu, 2012).

Cada una de las estaciones corresponde a una ubicacién geogréfica puntual y las mediciones se
toman por diversos dispositivos como pluviémetros, pluvidgrafos, etc., con registros tomados de
forma manual o automaética. Cabe resaltar que nuevas tecnologias como los radares terrestres y los
productos satelitales ofrecen hoy en dia herramientas para la estimacion de la precipitacion sin
embargo estan limitados por su resolucion temporal y espacial sobre todo a nivel regional y
subregional como cuencas de pequefio tamafio. Un inconveniente de las estaciones puntuales es su
distribucion espacial y cantidad, que a veces no es suficiente y por lo general es necesario recurrir a

célculos secundarios para las estimaciones (Wolff et al., 2020).

Los datos del monitoreo de la precipitacidon son esenciales para entender su comportamiento, un paso
inicial para dicho propdsito consiste en realizar un andlisis exploratorio de los datos. El analisis
exploratorio de los datos de precipitacion es el primer paso para entender el comportamiento de la
precipitacion en una region al proveer una sintesis estadistica representativa de los datos analizados.
Este ofrece herramientas como el analisis visual por medio de mapas, graficos de series de tiempo,
histogramas, graficos de cajas y bigotes, graficos de dispersion y correlacion. En general el analisis
exploratorio inicial permite entender tendencias y variabilidad espacial y temporal mediante una
interpretacion visual, facilitando la identificacion de valores atipicos, posibles errores en los datos e
incluso se destacan procesos de integracion y limpieza de datos, y analisis de homogeneidad y
calidad (Paca et al., 2020).

En este capitulo se realiza el analisis exploratorio de datos de precipitacion para la cuenca

hidrogréfica del rio Bolo en el Valle del Cauca. Se define un periodo de analisis entre los afios 2000
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y 2021y se utiliza R Studio para la representacion grafica de las series de tiempo, histogramas, entre
otros, que permite realizar el andlisis de estadistica descriptiva de la zona de estudio. Se establecen

criterios de andlisis acorde con la literatura.

6.2 Materiales y Métodos

6.2.1 Zona de Estudio

La zona de estudio corresponde a la cuenca hidrogréafica del rio Bolo, la cual se encuentra ubicada
al suroriente del departamento del Valle del Cauca — Colombia (Figura 6-1). Esta cuenca se clasifica
como una subcuenca segln el documento de Zonificacion y Codificacién de Cuencas Hidrogréaficas
(IDEAM, 2013Db) tiene elevaciones entre los 947 y 4.155 m.s.n.m. y un area de unos 410 km?,
Presenta un régimen bimodal de lluvias correspondiente al area hidrografica Magdalena-Cauca
(IDEAM & UPME, 2017). Es compartida entre los municipios de Pradera, Palmira y Candelaria,
aunque sdlo cubre la cabecera municipal del municipio de Pradera. Los parametros morfométricos
permiten clasificarla como una cuenca de orden 4 con forma alargada. Se distinguen las zonas
productora y consumidora, gran parte de la cuenca corresponde a zona de valle mientras que las
mayores elevaciones y nacimientos de los rios pertenecen a una porcion de la cordillera central. El
cauce principal es el rio Bolo y su principal afluente el rio Aguaclara. Esta subcuenca pertenece a la
cuenca del rio Guachal (formado por la confluencia de los rios Bolo y Fraile), y desemboca en el rio

Cauca, segundo rio en importancia en Colombia (CVC, 2017).
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Figura 6-1. Cuenca hidrografica del rio Bolo.
Nota. Elaboracion propia a partir de datos y mapas del IDEAM y la CVC.

6.2.2 Datos y fuentes de datos

Los datos disponibles son datos de precipitacion diaria de estaciones puntuales seleccionadas del
catalogo nacional de estaciones, esto incluye estaciones pluviométricas, climaticas, sindpticas y
agrometeoroldgicas segun la categorizacion oficial (Figura 6-2). Los datos de precitacion se obtienen
de las fuentes institucionales del pais, principalmente el Instituto de Hidrologia, Meteorologia y
Estudios Ambientales (IDEAM) y de la Corporacion Auténoma Regional del Valle del Cauca
(CVC). Estos datos son accesibles desde las plataformas web DHIME y el portal hidroclimatol6gico
de la CVC. Se tiene en cuenta que no todas las estaciones del catalogo han estado activas en los
mismos periodos y que existen intervalos sin registros dada dicha intermitencia en la actividad o

desactivacion de estaciones.
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Figura 6-2. Estaciones meteoroldgicas del catalogo nacional de estaciones
Nota. Elaboracion propia

Para el objeto de esta investigacion, se utilizaron inicialmente las estaciones ubicadas dentro del
poligono vectorial de la cuenca hidrografica, pero posteriormente se optd por agregar un buffer
espacial de 10km lo que suficiente para incluir la mayor cantidad de estaciones disponibles. También
es necesario diferenciar entre las estaciones convencionales y las automaticas pues los datos de
precipitacion corresponden a la variable numérica precipitacion diaria en unidades de mm, algunos
registrados usando un método convencional (PTPM_CON) y otros con registro automatico
(PT_10_TT_D). Los datos crudos se obtienen entre los afios 2000 y 2021 para las estaciones vélidas,

con un total de 145547 registros.

En la fase de preprocesamiento de los datos se encontr6 que la base de datos de precipitacion diaria

contenia registros duplicados con diferentes indices, estos registros se eliminaron obteniéndose un
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total de 98,009 datos. Para facilitar el analisis espacial se transformaron los datos para organizarlos
por estaciones y ordenarlos segln su altitud, y se afiadieron columnas para clasificar la zona y su
pertenencia a la cuenca o el buffer asignado. Se emplearon diferentes métodos para agrupar y
sintetizar datos mensuales y anuales. Del total de estaciones filtradas mediante el buffer, inicamente
18 estaciones contienen datos validos de precipitacion para el periodo seleccionado (Figura 6-3).
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Figura 6-3. Estaciones meteoroldgicas con datos validos para la zona de estudio.

6.2.3 Andlisis Exploratorio de Datos

El andlisis exploratorio de datos para los datos de precipitacion diaria se realizé en varios pasos, en
primer lugar, se aplicé un preprocesamiento de los datos ya que es necesario revisar la calidad de los
datos obtenidos. Esto incluye una limpieza de datos invalidos, eliminacion de registros duplicados,

y la transformacion y organizacion de las bases de datos.
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Dado que el anélisis se realiza a nivel de cuenca hidrografica también es conveniente analizar la
distribucion espacial de las estaciones y su ubicacién en las zonas alta, media y baja de la cuenca,
esto permite asociar las observaciones con los parametros morfométricos correspondientes (Wolff
et al., 2020). También se examinan las estaciones teniendo como referencia el poligono de la cuenca

y el buffer espacial definido.

Posteriormente se analizaron las series de tiempo para visualizar los datos disponibles para cada
estacion a lo largo del tiempo, pues se tiene en cuenta que no todas las estaciones no tienen el mismo
tiempo de actividad y se puede identificar el porcentaje de datos faltantes. Para el total de datos de
precipitacion diaria se identifican datos atipicos, se utiliza la metodologia para eliminar los valores
atipicos usando percentiles. Una vez se tienen los datos limpios se procede a elaborar la estadistica

descriptiva para datos diarios (Terassi et al., 2022).

En el analisis de precipitacion es usual realizar el analisis sobre datos mensuales y anuales. Se realizd
un analisis estadistico para los datos mensuales, anuales y mensuales multianuales pues con los datos
de precipitacion diaria se puede derivar el total mensual y el total anual y sus promedios.
Adicionalmente se identifican valores maximos de precipitacion y variables derivadas como nimero
de dias con lluvia que de cierta forma equivalen a nimero de eventos de precipitacion (Jenifer &
Jha, 2021).

Para el analisis exploratorio de datos se usaron los lenguajes de programacion Pythony Ry los
aplicativos R Studio y Excel.

6.2.4 Pruebas de hipotesis estadisticas

Se realizaron algunas pruebas de hipétesis estadisticas sobre los datos de precipitacion para obtener
informacidn relevante en el estudio. Se buscéd determinar inicialmente si la precipitacion anual por
estacion supera los 1100 mm, valor definido para la categorizacién de zona tropical en la que se
encuentra ubicada la cuenca (Gil-Olcina & Olcina-Cantos, 2017). Se utiliza una prueba simple con
t de Student y luego se comparan dos estaciones con analisis con distribucion normal y t de Student

para definir las diferencias entre ellas.

La variabilidad de la precipitacion entre multiples estaciones se estudié con el analisis de varianza.
El método de analisis de la varianza (ANOVA, por sus siglas en inglés), es una de las pruebas
estadisticas més utilizadas para comparar la variacion entre varios grupos de observaciones

independientes y determinar si existen diferencias estadisticas entre ellos (Umar et al., 2019). La
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hipotesis nula corresponde a la hipétesis de igualdad entre los grupos, mientras que la hipdtesis

alternativa busca la diferencia de al menos un grupo.

Para determinar si existen diferencias estadisticamente significativas para las estaciones se debe
realizar una prueba ANOVA con todas las estaciones, también se incluye un analisis teniendo en
cuenta la clasificacion por altitud de zona baja, media y alta como factor. Dado que entre los datos
disponibles también se incluyen las estaciones alrededor del perimetro de la cuenca, se realiza una

prueba ANOVA para establecer la influencia de ese factor.

Dentro de la cuenca se realiza una comparacion con ANOVA de un solo factor y por blogues, con
los datos de precipitacion total anual, dias con lluvia y precipitacion mensual. Se validan los
supuestos de independencia, normalidad (pruebas de Shapiro-Wilk y gréficos Q-Q),
homocedasticidad (prueba de Bartlett) e influencia de valores atipicos para ANOVA con estaciones
dentro de la cuenca. También se realiza analisis posthoc usando principalmente la prueba de Tukey.

En todas las pruebas estadisticas se utilizé un nivel de significancia del 5%.

6.3 Resultados y discusion

6.3.1 Analisis de Precipitacion Diaria

La estadistica descriptiva de la precipitacion diaria por estacion se muestra en la Tabla 6-1 y las
series de tiempo e histogramas en la Figura 6-4 para la zona baja, Figura 6-5 para la zona media y
Figura 6-6 para la zona alta de la cuenca. Como es de esperar para datos de precipitacion diaria, la
mayoria de los valores corresponden a 0 mm, esto se refleja en el valor de la mediana, la media por
su parte es un valor muy préximo a 0 mm con una desviacién estandar cercana a 10 mm en la mayoria
de los casos demostrando una asimetria positiva evidente también en los histogramas. Se puede
observar que el nimero de registros por estacion varia, con la estacion La Estancia siendo la estacion
con el menor nimero de registros lo que se tiene en cuenta en graficos posteriores. En los graficos

de series de tiempo se pueden evidenciar los datos faltantes y su porcentaje para el periodo analizado.
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Tabla 6-1.
Estadistica descriptiva para las estaciones con datos validos.
Zona Estacion Media (mm) Mediana DE CcVv Min Max n
(mm) (mm) (mm) (mm)
Baja CENICANA [26075080] 31 0.0 8.5 272% 0.0 94.5 6041.0
ESTANCIA LA [26070290] 8.8 0.0 135 153% 0.0 40.0 31.0
AEROPUERTO A.BONILLA - 15 0.0 4.7 311% 0.0 46.8 1810.0
AUT [26075150]
AEROPUERTO A BONILLA 2.5 0.0 6.6 266% 0.0 89.6 7435.0
[26075040]
BASE AEREA MARCO FIDEL 2.6 0.0 7.3 276% 0.0 90.0 6213.0
SUAREZ - AUT [26085170]
CALI SEDE IDEAM [26080310] 3.2 0.0 8.3 259% 0.0 1224 8036.0
PALMIRA ICA [26075010] 31 0.0 8.2 267% 0.0 89.5 8005.0
ESPERANZA PRADERA 3.2 0.0 10.0 311% 0.0 1240 7873.0
[26070170]
FLORIDA [26070760] 4.6 0.0 11.6 254% 0.0 163.0 8033.0
Media INGENIO MANUELITA 31 0.0 7.7 250% 0.0 92.5 5340.0
[26075050]
ZAPATA LA [26070110] 3.9 0.0 10.3 265% 0.0 125.0 6335.0
SAN EMIGDIO [26095180] 41 0.0 10.1 246% 0.0 96.0 4049.0
CHAMBU [26075090] 4.1 0.0 10.2 245% 0.0 96.0 4078.0
Alta TENJO [26090300] 4.6 0.0 115 248% 0.0 120.0 4108.0
LA DIANA - AUT [26075120] 2.7 0.2 7.0 263% 0.0 69.0 1883.0
DIANA LA [26075110] 3.7 0.0 9.6 256% 0.0 142.0 4138.0
AUSTRIA [26090880] 5.0 0.0 11.6 230% 0.0 117.0 4138.0
SAN NICOLAS [26090430] 6.2 0.0 12.5 202% 0.0 120.0 2217.0
SOLEDAD LA [26070610] 52 0.0 12.3 238% 0.0 130.0 4138.0
BOLO BLANCO [26070590] 4.8 0.0 8.4 176% 0.0 69.0 4108.0

* DE: desviacion estandar, CV: coeficiente de variacion, n: nimero de datos

Los valores maximos de precipitacion tienden a ser mayores para la zona alta de la cuenca, pero
existen ciertas excepciones. Se puede observar la distribucién asimétrica de cada una de las
estaciones, es notable que las estaciones en la zona baja presentan mayores dias sin lluvia, para esta
comparacion se usa el histograma con valores relativos dada la diferencia en el nimero de datos por

estacion.
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Figura 6-5. Gréfico de series de tiempo e histograma para estaciones de elevaciones medias

Casi todas las estaciones presentan ausencia de datos, algunas con periodos significativos, como las
estaciones con mayor elevacion que no cuentan con datos suficientes entre el 2012 y 2021. Las
excepciones son las estaciones asociadas con zonas urbanas la estacion Florida, Palmira ICA, y Cali
IDEAM, o que requieren una operacién constante por su funcionalidad como la del Aeropuerto A.
Bonilla. Estos graficos de series de tiempo permiten tener una apreciacion visual de los datos
disponibles para cada una de las estaciones. Para la precipitacion diaria se observa que la mayoria
de los datos en todas las estaciones se concentran bajo los 30 mm, teniendo en cuenta el percentil
95.
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Figura 6-6. Grafico de series de tiempo e histograma para estaciones de elevaciones altas

6.3.2 Analisis de Precipitacion Anual

Para el analisis anual de la precipitacion se aplican los valores totales agregados por dias, meses y
afios. En la Tabla 6-2 se resumen los estadisticos correspondientes. Dado que la cuenca del rio Bolo
pertenece a una zona de trépico, valores de precipitacion anual de 1100 mm son tipicos bajo la
categoria de clima muy lluvioso de selva tropical, con mayores variaciones en zonas montafiosas,

estos datos son consistentes con la estadistica descriptiva anual para las estaciones analizadas.
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Tabla 6-2.
Estadistica descriptiva para las estaciones representativas en la zona de estudio (19 estaciones), precipitacion

anual 2000-2021

Zona Estacion Media Mediana DE CcVv Min Max n
Baja CENICANA [26075080] 1984.8 2057.2 696.8 35.1% 743.0 2983.2 18
AEROPUERTO
A.BONILLA - AUT
[26075150] 542.1 644.1 268.8 49.6% 169.0 812.6 5
AEROPUERTO A
BONILLA [26075040] 1609.0 16215 508.6 31.6% 550.1 2502.0 22
BASE AEREA MARCO
FIDEL SUAREZ - AUT
[26085170] 1680.3 1806.3 901.6 53.7% 187.5 3316.0 18
CALI SEDE IDEAM
[26080310] 2235.7 2280.2 543.4 24.3% 767.7 3205.4 22
PALMIRA ICA [26075010] 11154 1079.6 222.6 20.0% 744.1 15455 22
ESPERANZA PRADERA
[26070170] 2218.7 2003.0 906.4 40.9% 920.0 4444.0 22
FLORIDA [26070760] 1664.7 1667.4 413.1 24.8% 1091.0 2785.0 22
INGENIO MANUELITA
[26075050] 1092.1 1079.6 174.0 15.9% 808.2 1467.7 15
Media ZAPATA LA [26070110] 1229.0 12325 540.0 43.9% 457.0 2129.0 20
SAN EMIGDIO
[26095180] 1392.3 1501.9 487.3 35.0% 55.0 1964.0 12
CHAMBU [26075090] 2815.9 2773.2 664.1 23.6% 1328.0 3828.0 12
TENJO [26090300] 1591.5 1621.5 3734 23.5% 729.0 2409.0 12
LA DIANA - AUT
Alta [26075120] 8425 868.4 472.2 56.0% 180.1 1323.7 6
DIANA LA [26075110] 2573.0 2525.0 499.7 19.4% 1880.0 3548.0 12
AUSTRIA [26090880] 3459.7 3238.0 997.9 28.8% 1502.0 4914.0 12
SAN NICOLAS
[26090430] 1713.4 1786.5 768.0 44.8% 286.0 2488.0 8
SOLEDAD LA [26070610] 1783.2 1732.0 480.5 26.9% 1094.0 2637.0 12
BOLO BLANCO
[26070590] 3253.5 3106.0 1292.6 39.7% 1400.0 5702.0 12

* DE: desviacion estandar, CV: coeficiente de variacion, N: nimero de datos

En el grafico de cajas (Figura 6-7) se visualiza mejor la variaciéon de la precipitacion anual en el
intervalo analizado. Estaciones como Bolo Blanco y Austria, ubicadas en la zona alta de la cuenca,
muestran gran dispersion para la precipitacion anual. Las estaciones en la zona media tienden a ser
méas homogéneas. Las regiones que se categorizarian como zona media y baja no presentan mucha
diferencia entre si, esto puede deberse a que en general las altitudes en el interior de la cuenca no
varian significativamente entre zona baja y media, la zona alta si se encuentra en zona de cordillera

con incrementos considerables de elevacion llegando a superar los 4000 m.s.n.m.
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Figura 6-7. Precipitacion anual por estacion

Los resultados para precipitacion anual media por estacién se muestran distribuidos espacialmente
en la Figura 6-8. Las zonas altas mantienen unos valores similares entre si, al igual que las zonas
medias y la zona baja, sin embargo, estas tienen menor diferenciacion entre si. Se identifica la
ausencia de datos para estaciones dentro de la cuenca del rio Bolo. EI promedio anual de
precipitacion es mayor para las estaciones en la zona alta como Bolo Blanco y Austria, con una
mediana superando el valor de 1400 [mm]. En estaciones como La Diana, Aeropuerto Bonilla A.,
Palmira ICA que se encuentran en la zona baja corresponden a la precipitacion anual menor
comparadas con las demas estaciones, pero comparando la estacién Aeropuerto Automatica y
Manual. La estacién Florida presenta un comportamiento con precipitaciones superiores a las
esperadas para su ubicacion y elevacion, sin embargo, se encuentra fuera de la cuenca y mas cercana

a la estacién la Diana.
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Figura 6-8. Precipitacion promedio anual Mapa

Para comparar el valor de la precipitaciéon anual a lo largo de los afios se emplea el grafico de calor
para estaciones y afos (Figura 6-9). Se puede observar que las estaciones en la zona baja y media de
la cuenca tienen una tendencia de valores homogéneos a lo largo de los afios. Las estaciones en la
parte alta aparentemente tienen una tendencia de incremento de la precipitacion anual hasta el afio
2010, sin embargo, para afios posteriores no se cuenta con datos. La estacion La estancia resalta por

la ausencia de datos.
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Figura 6-9. Mapa de calor de la precipitacion anual por estacién y afio.

El dendograma para comparar las estaciones con las estadisticas de precipitacion anual se muestra
en la Figura 6-10. Se emplea adiciona un agrupamiento con nimero de clases k=4 definido durante
las pruebas sobre el gréfico. La estacion La estancia que contiene el menor nimero de datos es
identificada como un elemento independiente. Las demas estaciones presentan distintos grados de
similaridad. Se puede observar, por ejemplo, las estaciones de la zona alta se agrupan de color rojo,
y son diferentes de la zona media y zona baja que presentan mayor similitud entre si.
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Figura 6-10. Dendograma de precipitacion anual de las estaciones.
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Para analizar los valores méximos de precipitacion se utiliza una estacion con valores en todos los
afios de analisis. Se escoge la estacion del Aeropuerto tal como se muestra en la Figura 6-11. Para el
periodo de andlisis hay una tendencia a menores valores de precipitacion méaxima. Siguiendo el
criterio del Plan Integral de Cambio Climético para el Valle del Cauca (CVC etal., 2018), la
tendencia de la precipitacion para un periodo de 40 afios en el Valle del Cauca tiende a disminuir en
promedio para zonas de valle, es decir, se espera periodos secos en zonas bajas, la tendencia de la
precipitacion maxima para la estacion seleccionada demuestra una leve disminucidn entre el 2000 y
2021.

804

NombreEstacion
60
AEROPUERTO A BONILLA [26075040]

Prepitacion diaria maxima por afo (mm)

404

204

2000 2001 2002 2003 2004 2005 2006 2007 2008 2009 2010 2011 2012 2013 2014 2015 2016 2017 2018 2018 2020 2021

Figura 6-11. Precipitacion maxima y minimay promedio

En la Figura 6-12 se grafica el nimero de dias con lluvia por afio para cada una de las cuencas. Las
medianas tienden a mostrar cierta homogeneidad en los dias con lluvia para todas las estaciones
exceptuando la estacién Esperanza Pradera ubicada dentro de la cuenca y la Zapata. La mayor
dispersion se da para la estacion San Nicoléas que se encuentra en zona semi montafiosa. Se identifica

que no hay muchos valores atipicos para el nimero de dias con lluvia.
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Figura 6-12. NUmero de dias con lluvias por afio para todas las estaciones

6.3.3 Analisis de Precipitacion Mensual

El andlisis de la precipitacion mensual se realiza sobre los totales mensuales. En la Figura 6-13 se
muestran los histogramas de precipitacion mensual. Las distribuciones mas aplanadas corresponden
a las estaciones de la zona alta de la cuenca, esto se debe a que en generar hay una mayor presencia
de lluvias en la mayoria de los meses, mientras que en la zona baja sigue siendo predominantes los
dias y meses secos o con bajas precipitaciones. Hay que tener en cuenta que seguln la caracterizacién

oficial la cuenca, puede haber alta influencia de lluvia tipo orografica en la zona alta de la cuenca.
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Figura 6-13. Histograma de precipitacion mensual para cada estacion.

Respecto a la variacion mensual multianual, el andlisis tipico corresponde a graficar las medidas de
centralidad y dispersion para cada mes con estadisticas anuales. Se seleccionan las estaciones dentro
de la cuenca hidrogréfica (Figura 6-14). Es notable corroborar la concordancia con el régimen
bimodal de la zona Magdalena-Cauca con los meses abril, octubre y noviembre siendo los de mayor
lluvia. Existen ciertas variaciones entre las estaciones, pero en general mantienen el régimen
establecido. El gréafico de medias muestras barras de error con valores maximo y minimo. Para la
estacion de la zona alta, Bolo Blanco, se determina s6lo el mes de marzo ha sido sin lluvia dado que

el valor minimo de 0 s6lo es para ese mes. Por el contrario, para las demas estaciones si existen mas
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meses sin lluvia, principalmente para los meses méas secos junio, julio y agosto. Los meses méas
Iluviosos (marzo, abril, octubre y noviembre) tienen en general una mayor dispersion, mientras que
los més secos (junio, julio, agosto y septiembre) son méas homogéneos, en algunos casos con cierta
asimetria en la distribucion, especialmente julio. En general hay pocos valores atipicos, pero si se
presentan en todas las estaciones dentro de la cuenca.
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Figura 6-14. Precipitacion promedio mensual multianual para estaciones dentro de la cuenca del Rio Bolo

6.3.4 Pruebas de hipotesis estadisticas

Aplicando las prueba t de Student con el valor de referencia para la precipitacion anual en zona
tropical en las 4 estaciones representativas dentro de la cuenca (Tabla 6-3) se puede establecer que
se rechaza la hipétesis nula tanto para la estacién Bolo Blanco como para la estacion Chambd por lo
tanto la precipitacion en estas estaciones supera los 1100 mm al afio con p-valores de 0.008 y 0.004
respectivamente, para la estacion La Zapata y Esperanza Pradera no se rechaza la hipotesis nula.
Cabe resaltar que la estacion Bolo Blanco se encuentra en la zona alta de la cuenca, la estacion
Chambu en la zona media-alta, la estacion La Zapata también se encuentra en la zona media, pero
se identifica amplia dispersion en los valores de precitacion mientras que la estacion Esperanza

Pradera se encuentra en la zona baja de la cuenca.
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Tabla 6-3.

Comparacion de la precipitacion anual para zona tropical de 1100 mm al afio por estacién

Estacion p-valor
ESPERANZA PRADERA 0.275
[26070170]

ZAPATA LA [26070110] 0.149
CHAMBU [26075090] 0.004
BOLO BLANCO [26070590] 0.008

Al comparar la precipitacion entre una estacion de la cuenca alta (Bolo Blanco) versus una estacién

de la cuenca baja (Esperanza Pradera), se obtiene que la precipitacién anual entre las estaciones

difiere en al menos 100 [mm] con un p-valor de 0.015 usando t de Student y un p-valor de 0.013

usando distribucién normal.

Para la comparacién de multiples grupos se realiza la prueba ANOVA para determinar la variacion

de la precipitacion anual en todas las estaciones disponibles. Como resultado se obtiene que existen

diferencias significativas en al menos una estacion con un p-valor < 2e-16 (Tabla 6-4).

Tabla 6-4.

ANOVA de un factor para todas las estaciones

Df Sum Sq Mean Sqg F p-valor
Estacion 17 21744982 1279117 8.23 <2e-16
Residuales 251 39012926 155430

Al revisar el grafico de los resultados de la prueba ANOVA (Figura 6-15) se observa que en general

se cumple con los requisitos para validar los resultados de la prueba, aun asi, puede haber cierta

influencia de valores atipicos e insuficiente homogeneidad de varianzas.
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Figura 6-15. Gréfico de resultados de ANOVA

Dado que existe una categorizacion de las estaciones por zonay por ubicacion dentro y alrededor de
la cuenca, también se aplica un analisis usando esos elementos para ANOVA de un factor. Se
concluye que no existe diferencia significativa en la precipitacion anual entre las estaciones al
interior y alrededor de la cuenca con un p-valor de 0.783, por lo que no hay una influencia directa
de la ubicacion respecto al perimetro de la cuenca. Por otro lado, si existe diferencia significativa en
la precipitacion al interior de la cuenca en términos de zona baja, media y alta, realizando un analisis
de Tukey (Figura 6-16) se encuentra que la diferencia es evidente entre la zonas alta y baja de la

cuenca.
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Figura 6-16. Prueba de Tukey por zona

Como el interés principal es la cuenca del rio Bolo, se procede a realizar una prueba ANOVA més
detallada con las estaciones dentro del perimetro de la cuenca. En primer lugar, se verifican las
caracteristicas de las distribuciones de precipitacion. Los resultados de la prueba Shapiro-Wilk de
normalidad se muestran en la Tabla 6-5 al igual que los graficos q y g (Figura 6-17). Se acepta la
hipotesis nula de normalidad para las estaciones Bolo Blanco, Chambu, y La Zapata, coincidiendo
con el andlisis visual de los gréficos de cajas en las secciones anteriores, para la estacion Esperanza
Pradera hay una evidencia de asimetria positiva en el grafico de cajas y la prueba de normalidad lo
constata rechazando la hipétesis nula. Se probd realizar un cambio de variable para garantizar la
normalidad, pero no se encontr6 uno que cumpliera el objetivo para todas las estaciones por lo que

se procede con los datos sin transformar.
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Tabla 6-5.
Prueba de normalidad Shapiro-Wilk
Estacion p-valor

ESPERANZA PRADERA [26070170] 0.035

ZAPATA LA [26070110] 0.183

CHAMBU [26075090] 0.568

BOLO BLANCO [26070590] 0.862
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Figura 6-17. Gréficos Q-Q con datos de precipitacion anual para estaciones dentro de la cuenca

Para la prueba de homogeneidad de las varianzas se aplica la prueba de Bartlett, se obtiene un p-
valor de 0.109 aceptando la hip6tesis nula de homogeneidad de las varianzas al superar el nivel de
significancia escogido de 0.05. Los supuestos de independencia e influencia de valores atipicos se
cumplen partiendo del analisis de estadistica descriptiva realizado por lo que se procede a realizar la

prueba de ANOVA con las estaciones dentro de la cuenca.
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Los resultados de la prueba ANOVA de un factor se muestran en la Tabla 6-6. Para este caso se
rechaza la hipotesis nula con p-valor de 0.0492 y se concluye que hay diferencias estadisticamente
significativas en al menos una estacion, teniendo en cuenta que el nivel de significancia escogido es
5%, es notable que se encuentra casi en el limite de confiabilidad. Al analizar con la prueba de Tukey
se puede identificar que entre las estaciones Bolo Blanco y Esperanza Pradera existe una leve

diferencia que es con la que se rechaza la hipotesis nula en la prueba ANOVA.

Tabla 6-6.
ANOVA de un factor
Df Sum Sq Mean Sq F p-valor
Estacion 3 1991834 663945 2.767 0.0492
Residuales 62 14875630 239930

Este analisis se realizé con la precipitacion acumulada entre las estaciones representativas de la
cuenca entre los afios 2000 y 2021, sin embargo, es importante aclarar que existen algunos datos
faltantes y la mayoria de las estaciones cuentan con datos mas que todo entre 2000 y 2011, para
poder analizar este efecto se evalia nuevamente con la prueba de ANOVA usando los afios como
bloques. Los resultados se muestran en la Tabla 6-7. Se rechaza la hipétesis nula con p-valor de

0.0042, ademaés se encuentra que los afios son una fuente de variacion.

Tabla 6-7.
ANOVA por bloques
Df Sum Sq Mean Sq F p-valor
Estacion 3 1991834 663945 5.1280 0.0042
Afio 21 9567290 455585 3.5190 0.0003
Residuales 41 5308341 129472

De la misma forma se realiza un ANOVA para los dias con lluvia usando las estaciones al interior
de la cuenca. Se determina con p-valor < 2e-16 que existen diferencias estadisticas significativas en
los dias con lluvia en las estaciones dentro de la cuenca. Con el analisis de Tukey se comprueba que
los dias con lluvia de las estaciones Bolo Blanco y Chambu no difieren significativamente en los
dias con lluvia, y la estaciones La Zapata y Esperanza Pradera tampoco difieren entre si en la variable
dias con lluvia (Tabla 6-8). Al revisar la ubicacion de dichas estaciones es evidente que la cercania

geogréfica es relevante para descartar las diferencias entre los pares analizados.
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Tabla 6-8.
Prueba de Tukey para comparar dias con lluvia
Pares p-valor (Tukey)

ZAPATA LA [26070110]-ESPERANZA PRADERA 0.161
[26070170]
CHAMBU [26075090]-ESPERANZA PRADERA 0.000
[26070170]
BOLO BLANCO [26070590]-ESPERANZA PRADERA 0.000
[26070170]
CHAMBU [26075090]-ZAPATA LA [26070110] 0.001
BOLO BLANCO [26070590]-ZAPATA LA [26070110] 0.000
BOLO BLANCO [26070590]-CHAMBU [26075090] 0.76

Al realizar el andlisis con los valores mensuales de precipitacion se pueden incluir los meses como
factores. En la Tabla 6-9 aparece el resumen de esta prueba. Se encuentra que existen diferencias
significativas por Estacion y por Mes para la variable precipitacion, pero no existe interaccion entre
la Estacion y el Mes.

Tabla 6-9.
ANOVA de dos factores
Df Sum Sq Mean Sqg F p-valor
Estacion 3 207941 69314 11.113 3.94e-07
Mes 11 2272250 206568 33.12 <2e-16
Estacion:Mes 33 141092 4276 0.686 0.909
Residuales 690 4303563 6237

Con una inspeccion posthoc mas detallada respecto a los meses se definen tres grupos que no
presentan diferencias estadisticas significativas, estos son: ene-feb-may-jun-sept, mar-abr-oct-nov-

dic, y jul-ago.

6.4 Conclusiones

Se realiz6 un andlisis exploratorio de datos para la precipitacion en la cuenca hidrografica del rio
Bolo. Debido a la disponibilidad y cantidad de datos se incluyeron datos de estaciones dentro de la
cuenca y en un buffer espacial de 10km a su alrededor. Se distingue la falta de datos de precipitacion
diaria dentro de la cuenca para el periodo seleccionado 2000-2021. Este analisis se puede usar como
punto de partida para comprender el comportamiento de la precipitacion en la zona de estudio. Con
los datos diarios de precipitacion se puede derivar un andlisis anual y mensual. La mayoria de los
datos de precipitacion disponibles corresponden a zonas urbanas o productivas, la zona de alta

montafa carece de estaciones de monitoreo de precipitacion.
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Las estaciones al interior de la cuenca se ajustan al régimen bimodal para la zona hidrogréfica
correspondiente, se identifican ciertas tendencias en la zona baja hacia una menor precipitacion
consistente con el Plan Integral de Cambio Climético para el Valle del Cauca, pero no es concluyente
dentro del poligono de la cuenca. EI nimero de eventos de precipitacion por afio es similar para la

mayoria de las estaciones analizadas.

Se concluye que existen diferencias significativas en los valores de precipitacion de todas las
estaciones (p-valor < 2e-16) y también para las estaciones dentro de la cuenca (p-valor 0.0492),
aunque este ultimo se encuentra en el limite del valor de significancia escogido del 5%.

Se pueden emplear los datos de estaciones cercanas a la cuenca pues no se encontrd diferencia
estadistica significativa entre la precipitacion al interior de la cuenca y en la zona del buffer (p-valor
0.783), sin embargo, dado que pueden existir diferencias entre las zonas baja y alta es recomendable

encontrar una forma de integrar teniendo en cuenta este aspecto.

El andlisis de dias con lluvia permite establecer similaridad entre las estaciones de la zona baja y
media-baja y entre las estaciones de la zona media-alta y alta, lo que es consistente con lo esperado
en la teoria, verificando que las primeras no superan el valor tipico de la precipitacion para zona

tropical mientras que la segundas si lo hacen.

Para la clasificacién mensual se encontraron 3 grupos con caracteristicas similares: ene-feb-may-
jun-sept, mar-abr-oct-nov-dic, y jul-ago lo que difiere ligeramente de la caracterizacién bimodal del

régimen de precipitacion establecido para la cuenca.
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/. Estimacion de los patrones de precipitacion
mensual en la cuenca hidrografica del rio Bolo
usando un modelo de logica difusa tipo Mamdani

Resumen

Los sistemas de inferencia difusos (FIS) tienen gran potencial para modelar la dindmica de sistemas
complejos como la precipitacion a nivel de cuenca hidrografica. Se implement6 un sistema de
inferencia difusa tipo Mamdani con datos de precipitacion para establecer la probabilidad de eventos
extremos en la cuenca hidrografica del rio Bolo en el Valle del Cauca, Colombia. Se emple6 la
metodologia para el disefio del FIS, seleccién y configuracion de variables de entrada y salida con
su respectiva funcién de pertenencia, generacion de reglas de implicacion a partir de conocimiento
experto y andlisis exploratorio previo de la base de datos de precipitacion diaria, y se interpretaron
las superficies de control generadas. Se elabor6 el modelo de légica difusa tipo Mamdani usando 3
variables explicativas y 48 reglas de implicacion . Se encontré un comportamiento estimativo similar
al indice estandarizado de precipitacion y consistente con el indice Nifio Oceénico (ONI), igualmente
con el régimen de precipitacion propio del area de estudio. Se demuestra gque se puede implementar
un modelo basado en conocimiento con cierto grado de interpretabilidad permitiendo entender los

patrones mensuales de la precipitacion en la cuenca del rio Bolo.

Palabras clave: Logica difusa, inteligencia artificial, sistema de inferencia difuso, cuenca

hidrogréfica, precipitacion, probabilidad evento extremo

Abstract

Fuzzy inference systems (FIS) have great potential for modeling the dynamics of complex systems
such as precipitation at the watershed level. A Mamdani-type fuzzy inference system was

implemented using precipitation data to establish the probability of extreme events in the Bolo River
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watershed in Valle del Cauca, Colombia. The methodology for designing the FIS was employed,
including the selection and configuration of input and output variables with their respective
membership functions, generation of implication rules based on expert knowledge, and prior
exploratory analysis of the daily precipitation database. The generated control surfaces were
interpreted. A Mamdani-type fuzzy logic model was developed using 3 explanatory variables and
48 implication rules. The model exhibited similar estimative behavior to the standardized
precipitation index and was consistent with the Oceanic Nifio Index (ONI), as well as the
precipitation regime characteristic of the study area. It is demonstrated that a knowledge-based
model with a certain degree of interpretability can be implemented, allowing for an understanding

of the monthly precipitation patterns in the Bolo River watershed.

Keywords: Fuzzy logic; Fuzzy inference system; river basin; precipitation; extreme event

probability

7.1 Introduccién

El analisis de la precipitacion a nivel de cuenca hidrogréafica por medio de sistemas expertos puede
ser de gran utilidad para la exploracion y comprension de la dinamica propia de la lluvia al igual que
de los eventos derivados o relacionados con ella, como las seguias o periodos extremadamente
hamedos. EI comportamiento caético de los eventos atmosféricos y la incidencia de distintos factores
dificulta la tarea de modelar la precipitacion con métodos convencionales basados en ecuaciones
fisicas, mientras que los métodos mas modernos de modelacion numérica pueden ser

computacionalmente costosos o requerir gran cantidad de datos.

El estudio de la precipitacion es indispensable para el monitoreo de fenémenos severos, para la
gestion del recurso hidrico, la prediccion del tiempo, y en general para el analisis hidrologico y

climatoldgico.

Los sistemas expertos, por ejemplo, los basados en logica difusa, permiten el analisis de la
precipitacion partiendo de una base de conocimiento y una capacidad para interrelacionar las
variables de entrada y salida de forma interpretable. De esta manera se puede utilizar la intuicion,
experiencia y conocimiento previo para modelar una variable objetivo. Esto es de gran utilidad para
casos donde existe cierto grado de incertidumbre, pero se conoce un comportamiento generalizado
del sistema que puede describirse de forma lingiistica, ese conocimiento experto puede derivarse

tanto de la comprension de los fendémenos fisicos, de un analisis estadistico o de heuristicas.
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La cuenca hidrogréfica del rio Bolo, en el departamento del Valle del Cauca en Colombia es una
subcuenca hidrogréfica con baja densidad de estaciones pluviométricas. Por diversas razones como
las necesidades agricolas, la gestion de cuencas, y los posibles escenarios de cambio climético y las
afectaciones a corto y largo plazo (CVC et al., 2018), es necesario contar con sistemas robustos,
accesibles y mas confiables para estimar la precipitacion. En varios casos se han utilizado sistemas
difusos para modelar la precipitacion, con distintas variaciones como sistemas de inferencia
difusos(Abbas Fall et al., 2009; Janarthanan et al., 2021; M. A. Rahman, 2020), modelos modulares
(Kaiornrit et al., 2013), basados en series de tiempo (Dani & Sharma, 2013) y neuro difusos (F.
Chang et al., 2014; Petkovi¢ et al., 2016).

Dada la disponibilidad de datos y la facilidad del disefio, en este capitulo se implementa y se evalla
un sistema de inferencia difuso a partir de los valores historicos de precipitacion mensual para
establecer la probabilidad de eventos extremos, dada la capacidad de los sistemas de inferencia
difusos para modelar comportamientos no lineales se quiere establecer el rendimiento de este tipo

de sistemas y su grado de utilidad para la estimacion de la precipitacion en la zona de estudio.

7.2 Marco tedrico

La logica difusa consiste en la aplicacion de operaciones ldgicas sobre variables que no son binarias,
al contrario de la l6gica convencional (Zadeh, 1965, 1968). En la l6gica difusa las variables no estan
limitadas a verdadero o falso (Ross, 2017), sino que pueden tomar valores intermedios, de tal manera
se puede definir que el valor de una variable cumpla con cierto grado o porcentaje de pertenencia al
parametro que la describe permitiendo clasificar cualitativamente ciertas regiones usando funciones
de pertenencia (Figura 7-1), esta configuracién se denomina conjunto difuso (Russell & Norvig,
2009).

()

Muy Baja Baja Normal Alta Muy Alta
1 4
0.8
0.6
0.4
0.2
20 40 60 80 100 z

Precipitacién (mm)

Figura 7-1: Ejemplo de funcion de pertenencia
Nota. Adaptado (Reina et al., 2008)
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Este enfoque es Util para modelar relaciones cualitativas entre entradas y salidas de un sistema y
permite modelar la incertidumbre que puede ocurrir en varios sistemas reales (Duarte, 1999). Un
sistema de ldgica difusa es un sistema basado en reglas, ya que son estas las que determinan la
relacién entre las entradas y salidas. Se ha establecido que un sistema de este tipo puede emplearse
como un aproximador universal, es decir, es capaz de aproximar cualquier funcién, sin embargo, la
fidelidad de dicha aproximacién dependera de la calidad de las reglas de implicacion derivadas del
conocimiento experto, y dependiendo de la complejidad de la funcién, pueden ser necesarios

procesos adicionales de entrenamiento y optimizacion (Castro & Calvo-Flores, 1996).

La interpretabilidad es una de las caracteristicas mas llamativas de los sistemas de inferencia difusa.
Esta consiste en la facilidad de interpretacién de las relaciones entre las variables de entrada y salida
dada la particion linguistica y las reglas incluidas. No obstante, la interpretabilidad no esta
garantizada y existen algunos criterios necesarios para que el modelo esté bien definido y cumpla
con inteligibilidad (Castro, 1999). De la misma forma, a medida que aumenta la complejidad del
sistema se hace evidente la necesidad extraer informacién a partir de datos, lo que corresponde al
campo de aprendizaje automatico, que también estan limitados por la cantidad y calidad de los datos.
En muchos casos es necesario encontrar un balance entre la interpretabilidad y la precisién
(Guillaume & Charnomordic, 2011).

Las funciones de pertenencia deben tener integridad semantica, es decir, no cubrir completamente el

rango del dominio y no presentar ambigliedades.

El nimero de reglas debe ser pequefio, pues un posible problema con los FIS es la denominada
maldicion de la dimensionalidad, que ocurre cuando el nimero de variables es muy alto y genera un
crecimiento exponencial en la combinacién de las reglas de implicacion requeridos y por lo tanto
una mayor complejidad del propio sistema y de la capacidad computacional para su ejecucion. Al
mismo tiempo es necesario asegurarse que el nimero bajo de variables y reglas sean suficientes para
generalizar el comportamiento del sistema y no se concentre en un nimero reducido de relaciones

entrada salida.

La metodologia incluye los pasos de generar las funciones de pertenencia, y generacion y
simplificacion de las reglas. La fuzzificacion consiste en asignar funciones de pertenencia a una

variable para su universo de discurso. Por ejemplo, en el anlisis de las series de tiempo, y asumiendo



75

un comportamiento autorregresivo, se pueden usar tres variables de entrada separadas

temporalmente por un intervalo de retraso para predecir los valores futuros de la serie de tiempo.

Para cuantificar valores entre entradas y salidas se utiliza el sistema de inferencia difuso (FIS del
inglés Fuzzy Inference System). El objetivo de un sistema de inferencia difuso es mapear un conjunto
de valores de entrada a una o varias salidas que usualmente presentan una relacion no lineal mediante

operaciones logicas entre conjuntos difusos (Haupt et al., 2009).

Tal como se muestra en la Figura 7-2 los valores de entrada del sistema de inferencia difuso,
denominados valores nitidos (crisp values en inglés), pasan inicialmente por un proceso de
fuzzificacion en el cual los datos se representan como conjuntos difusos, posteriormente se aplica la
base de reglas de implicacion en el proceso de inferencia para definir el valor del mapeo
correspondiente, y finalmente es necesario un proceso de defuzzificacion para transformar los

resultados del espacio difuso al espacio nitido lo que serian las salidas del sistema (Jang, 1993).

Sistema de inferencia

Base de reglas
Salidas

r| Légica de inferencia '—>| Defuzzificacién '—'

Entradas :

Fuzzificacion

Base de datos

Figura 7-2: Sistema de inferencia difuso
Nota. Adaptado (Sozen et al., 2004)

En el proceso de fuzzificacion se emplean las funciones de pertenencia para representar las variables
numéricas como conjuntos difusos. Como su nombre lo indica, estas funciones definen el grado de
pertenencia de una variable a su descripcion linglistica, ejemplos comunes incluyen funciones
lineales a trozos como las funciones trapezoidales o triangulares, y funciones con derivadas
continuas como Gauss, forma de campana, y mezclas de funciones sigmoidales (Figura 7-3) (Du &
Swamy, 2019).
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Figura 7-3: Tipos de funcion de pertenencia
Nota. Adaptado (Du & Swamy, 2019)

A partir del conocimiento especializado, o conocimiento experto, se define la base de reglas de
implicacién de la forma SI-ENTONCES vy la configuracion de las funciones de pertenencia (De
Silva, 1995). La efectividad de la base de reglas de inferencia depende de ciertos factores: su
completitud, relacionada con la inclusion de todas las combinaciones posibles; su consistencia, que
evita resultados distintos con la misma combinacion; su continuidad, para evitar que reglas
adyacentes generen una interseccion vacia; y finalmente su interaccion, definida como las
interrelaciones generadas entre las variables producto del conjunto de reglas (Asklany et al., 2011;
Virant, 2000). En el proceso de inferencia usando logica difusa (Figura 7-4), la funcion que genera
la interaccion de las variables y las reglas de implicacién se denomina norma T. Esta funcién

generaliza el concepto de interseccion en los conjuntos.

>

*— - — max

Figura 7-4: Proceso de inferencia en un sistema de l6gica difusa
Nota. Fuente (Du & Swamy, 2019)
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En la logica cléasica se emplean operaciones sobre las variables binarias que las relacionan en las
proposiciones logicas, a saber, la conjuncion logica: ‘y’ o ‘AND’, también denominada interseccion;
y la disyuncion logica; ‘0’ u ‘OR’, también denominada unidn. Para los conjuntos difusos es
necesario generalizar dichas operaciones, un enfoque inicial es utilizar la funcién min para la
interseccion y la funcion méx para la union, sin embargo, dada la naturaleza de los conjuntos difusos,
existen varios tipos de funciones que satisfacen las caracteristicas de estos operadores, de tal forma,
para la conjuncion se habla de T-Normas, mientras que para la disyuncion se habla de S-Normas.

Ambos grupos de funciones son agregadores de informacién (De Silva, 1995).

Al disefiar sistemas de logica difusa como aproximadores universales es necesario tener en cuenta
dos tipos fundamentales, a saber, los sistemas tipo Mamdani y los sistemas tipo Takagi-Sugeno. La
diferencia entre ellos radica en el consecuente de las reglas de implicacion, el consecuente de en un
sistema Mamdani es un valor mientras que el de un sistema Takagi-Sugeno es una funcion

matematica de las entradas tal como se muestra en la ecuacién (7-1).

Six; esBAJO AND x, es BAJO (7-1)
Mamdani: THEN y es ALTO
Takagi — Sugeno: THEN y = g;(xq,x5)

7.3 Materiales y Métodos

7.3.1 Zona de estudio y datos

La zona de estudio corresponde a la cuenca hidrografica del rio Bolo. Es una subcuenca en el
departamento del Valle del Cauca en Colombia, con un area aproximada de 410 km2 y un régimen
bimodal de precipitaciones. Existe baja densidad de estaciones pluviométricas con periodos de
funcionamiento intermitente, lo que resulta en unas 4 estaciones al interior y unas 20 tomando en
cuenta un buffer espacial de 20 km alrededor de la cuenca. Se disponen de datos de precipitacién
diaria durante algunos periodos a partir de los cuales se realiz6 un andlisis exploratorio que permitié

conocer varios estadisticos de relevancia para la base de conocimiento.

7.3.2 Metodologia

En este caso se implementa un sistema de inferencia difuso. Para implementar el sistema de analisis

de los patrones de precipitacion usando Idgica difusa se utilizaron componentes generales de algunas
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metodologias de la revision bibliografica (Abbas Fall et al., 2009; Asklany et al., 2011; F. Chang
et al., 2014; Helen et al., 2013; Janarthanan et al., 2021; M. A. Rahman, 2020):

Establecer las variables de entrada adecuadas y determinar las variables objetivo a partir de
las fuentes de datos disponibles.

Recopilar la base de conocimiento y establecer las relaciones significativas entre las
variables analizadas para la estimacion de la precipitacion.

Definir las funciones de pertenencia (divisién de conjuntos difusos con variables
linguisticas) y su correspondiente curva de probabilidad siguiendo los criterios compilados
en la base de conocimiento y el conocimiento experto.

Definir las reglas de implicacion usando la base de conocimiento de la dindmica y
comportamiento de la precipitacion a nivel de cuenca hidrografica teniendo en cuenta el tipo
de sistema de inferencia difusa seleccionado.

Implementar el sistema de inferencia difuso.

Realizar pruebas y validaciones del sistema de inferencia difuso para la estimacién de la
precipitacion usando los criterios de desempefio.

Generar gréaficos de estimacion de precipitacion en la cuenca con el modelo de Idgica difusa.

Los pasos principales se resumen en la Figura 7-5.

Sistema de Inferencia Difuso

Establecer las variables
de entrada y salida

}

Generar funciones de pertenencia
para las variables

}
Establecer las reglas de implicacién

}

Implementar el sistema
de inferencia

}

Evaluar con criterios de desempefio

Figura 7-5: Metodologia de implementacion de sistema de légica difusa
Nota. Fuente Autor
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7.4 Resultados y discusion

7.4.1 Seleccion de las variables de entrada y salida

Se decidi6 que la mejor configuracion para este caso es implementar un FIS tipo Mamdani, dado el
tipo de datos disponibles y la capacidad de precisar las reglas de implicacion a partir de la
informacidn del andlisis exploratorio y del conocimiento experto, tal como se muestra en la Figura
7-6. Este sistema de inferencia difuso tiene tres entradas y una salida, como T norma se usa la funcion
min y se establece el uso Unicamente del operador de conjuncion (AND) para las reglas de
implicacion. El operador para la agregacion es la funcion max y se uso el centroide como el método

de defuzzificacion.

XX

Entrada 1:
Precipitacién

XX

Entrada 2:
Mes

XX

Entrada 3:
Altitud

FIS tipo Mamdani > x x

Salida 1:
Probabilidad de evento extremo

NI/

Figura 7-6: Configuracion del FIS tipo Mamdani

La entrada precipitacion corresponde a la precipitacion acumulada mensual en mm para el periodo
actual, el periodo sobre el cudl se analiza la precipitacion depende del tipo de analisis y de la
informacidn disponible por ejemplo periodo mensual para este caso (Helen et al., 2013) .La segunda
entrada es el mes actual que mediante la representacion como conjunto difuso incorpora la dinamica
trimestral usual de la zona de estudio. La tercera entrada es la altitud, tanto la precipitacion como la

altitud hacen referencia los datos proporcionados por cada estacion pluviométrica.
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7.4.2 Funciones de pertenencia

Siguiendo las configuraciones tipicas encontradas en bibliografia para FIS tipo Mamdani, se
emplean funciones de pertenencia trapezoidales para todas las variables del sistema dado que son
una configuracion sencilla y facil de interpretar (Ross, 2017; Virant, 2000). El universo de discurso
de la variable precipitacion se determina en el rango 0 a 700 mm obtenidos del analisis exploratorio.
Se consideran precipitaciones bajas entre 0 y 100 mm, y precipitaciones muy altas mayores a 350
mm segun los criterios del analisis exploratorio. En la Figura 7-7 se muestra la funcion de pertenencia

para la variable precipitacion con 4 categorias.
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Precipitacién [mm]
Figura 7-7: Funcion de pertenencia para la variable de entrada precipitacion

Con la informacion oficial del régimen de precipitacion de la cuenca (IDEAM, 2013b) se identifican
comportamientos tipicos por trimestre. Se determina una primera época seca para dic-ene-feb. Para
el periodo mar-abr-may se da una época lluviosa seguida del periodo mas seco en el afio para jun-
jul-ago, finalmente sept-oct-nov corresponden a la época mas lluviosa del afio, en el andlisis
exploratorio de los datos de precipitacion se encontrd una ligera discrepancia entre los datos oficiales
y los obtenidos en el analisis, principalmente para la temporada mas lluviosa que se extiende hasta
el mes de dic, esto se tuvo en cuenta para establecer unos rangos mas adecuados para esa categoria
conforme a los datos histéricos reales asociados a la cuenca y no a los regionales. El universo de
discurso se estableci6 entre 0 y 12 con un rango de 1 representando cada mes y con los conjuntos

difusos con categoria linguistica para cada uno de los trimestres mencionados (Figura 7-8).
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Figura 7-8: Funcion de pertenencia para la variable de entrada mes

La variable altitud hace referencia a la elevacion en metros del punto de monitoreo de precipitacion.
A cada estacion corresponde una elevacion sobre el nivel del mar y esta informacion es conocida
para todas las estaciones. A partir de la caracterizacién de la cuenca se establecieron las zonas baja,
media y alta de la cuenca como se muestra en la Figura 7-9. Estos valores se determinaron al realizar

la caracterizacion morfométrica de la cuenca y el andlisis de su curva hipsométrica correspondiente.
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Figura 7-9: Funcion de pertenencia para la variable de entrada altitud

Se establecio la probabilidad de evento extremo como salida objetivo con mayor utilidad para la
estimacion usando el sistema de Idgica difusa. Esta variable se eligio en analogia a la interpretacion
del indice estandarizado de precipitacion (SPI del inglés Standarized Precipitation Index), que
usualmente se calcula con datos de precipitacion por un periodo de al menos 30 afios y consiste en
realizar un ajuste con para determinar valores promedio y desviacién estandar de los datos de
precipitacion, sin embargo el SPI tiene sus limitaciones al asumir una distribucion para los valores
de precipitacion que no necesariamente corresponden al comportamiento real (Field & IPCC, 2012).
De tal forma la variable de salida tiene 7 categorias desde extremadamente seco a extremadamente
himedo, el comportamiento normal ocupa la mayor parte del universo de discurso mientras que las

categorias mas extremas son menos probables. El rango establecido es entre 0y 1 (Figura 7-10).
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Figura 7-10: Funcidn de pertenencia para la variable de salida probabilidad de evento extremo

7.4.3 Reglas de implicacion

Las reglas de implicacién se derivan del andlisis exploratorio y conocimiento experto. Con las
funciones de pertenencia de las entradas se tienen 4 categorias para la variable precipitacion, 4
categorias para la variable mes y 3 categorias para la variable altitud, la combinacion de dichas
categorias genera un total de 48 reglas de implicacién para obtener un FIS completamente definido.
De tal forma las reglas se definen de la siguiente manera:

7.4.4 Implementacion

El sistema de inferencia difuso se implement6 en el software MATLAB usando el Toolbox de l6gica
difusa y el aplicativo Fuzzy Logic Designer de la version R2022b. Una vez implementado el FIS y
el conjunto de reglas de implicacién se realizaron las graficas de las superficies de respuesta que
ayudan a interpretar el funcionamiento interno del FIS. Este grafico muestra una representacion
tridimensional de la salida dependiendo Unicamente de dos de las entradas. Se utiliza una

combinacion de pares de entradas para verifica como afectan a la variable objetivo.

Por ejemplo, para las variables de entrada precipitacion y mes se genera la superficie de respuesta
que se muestra en la Figura 7-11. El color azul indica evento extremo himedo mientras que el color
rojo indica evento extremo seco. Se puede identificar que para esta superficie no lineal la
probabilidad de evento es consistente con lo esperado, a mayor precipitacion la tendencia es una
ocurrencia de evento extremo himedo con mayor probabilidad para los meses secos, lo contrario
ocurre para precipitaciones bajas en con mayor probabilidad de evento extremo seco para meses

himedos.
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Figura 7-11: Superficie de respuesta para las entradas precipitacion y mes

Al analizar la superficie de respuesta para las variables precipitacion y altitud (Figura 7-12), es
posible interpretar que hay una zona hasta aproximadamente 1500 m.s.n.m que podria considerarse
de bajos niveles de precipitacion al no verse tan afectada por precipitaciones bajas, altitudes mayores
parecen permitir niveles mas altos de precipitacion sin que sean extremos lo que puede asociarse a

lluvias de naturaleza orogréfica.
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Figura 7-12: Superficie de respuesta para las entradas precipitacion y altitud

Para las variables altitud y mes, la superficie de respuesta indica una proclividad de eventos extremos
secos en meses himedos para altitudes mayores, y para ciertos periodos en altura intermedias (Figura
7-13). Sin embargo, la interpretacion de dicha superficie es un poco mas dificil. Cabe resaltar que
estas superficies de respuesta tnicamente se pueden generar con 2 variables de entrada, la superficie
de respuesta para las 3 entradas corresponde a un hiperplano que no puede visualizarse de esta
manera, por lo tanto, estas representaciones no contienen toda la informacién de la relacion no lineal
entre las entradas y salidas, pero si permite vislumbrar un poco el comportamiento del sistema de

inferencia difuso.
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Figura 7-13: Superficie de respuesta para las entradas altitud y mes

7.4.5 Evaluacion del FIS

Para evaluar el comportamiento del FIS se utilizaron datos para estaciones ubicadas en el interior de
cuenca en un periodo disponible y la de las estaciones disponibles para un periodo mas reciente, se
utilizan de precipitacion extraidos de las fuentes oficiales. Como variable de referencia se utiliza el
indice estandarizado de precipitacion (Field & IPCC, 2012) para realizar la comparacion con los

resultados del sistema de inferencia y poder usar una métrica de rendimiento.

En la Tabla 7-1 se observan los resultados del FIS para la estacién Esperanza Pradera ubicada en la
zona baja de la cuenca. Al estar ubicada en la zona baja de la cuenca se esperan precipitaciones bajas,
el indice estandarizado de precipitacion muestra un comportamiento relativamente normal a lo largo
del afo 2021, por su parte los resultados del FIS muestran tendencias contrarias moderadas para
segun el tipo de periodo y un claro comportamiento muy himedo para el mes de junio que
usualmente es uno de los mas secos. En efecto el valor de precipitacion supera el tercer cuartil para

dicho mes.
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Tabla 7-1.

Resultados para la estacion Esperanza Pradera ubicada en la zona baja de la cuenca para el afio 2021

Resultados FIS

NombreEstacion

ESPERANZA
PRADERA
[26070170]

Afio
133
124

97
43
86
125
39
52
88
82
135

2021 Baja

Zona Valor Mes

© 0o N o 0o b~ W N e

N =
= o

Altitud
1055
1055
1055
1055
1055
1055
1055
1055
1055
1055
1055

SPI_1
0.86
061

-0.19
-1.31
-0.02
1.36
071
0.88
1.10
-0.97
-0.03

SPI_1_etiqueta
Normal precipitation
Normal precipitation
Normal precipitation
Moderately dry
Normal precipitation
Moderately wet
Normal precipitation
Normal precipitation
Moderately wet
Normal precipitation

Normal precipitation

Evento
extremo

0.74
0.58
0.49
0.26
0.55
0.88
0.50
0.41
0.24
0.23
0.26

Categoria del resultado
Moderadamente himedo
Normal

Normal

Moderadamente seco
Normal

Muy himedo

Normal

Normal

Moderadamente seco
Moderadamente seco

Moderadamente seco

Por otro lado, al realizar un analisis multianual para el mes de julio con la estacién Bolo

Blanco ubicada en la zona alta de la cuenca (Tabla 7-2), se observa que el FIS determina

una tendencia a evento moderadamente seco que coinciden con lo esperado para

precipitaciones de esa magnitud, sin embargo para las precipitaciones mayores es mas

acertado el SPI, por ejemplo para el afio 2010 en donde el FIS genera un comportamiento

normal cuando en realidad es una precipitacion alta para el mes de julio.

Tabla 7-2.

Resultados para la estacion Bolo Blanco

Resultados FIS

Evento
NombreEstacion Afio  Zona Valor Mes Altitud SPI 1 SPI 1 label extremo Categoria del resultado
2000 82 7 2410  0.57 Normal precipitation 0.45 Normal
2001 41 7 2410 -0.38 Normal precipitation 0.26 Moderadamente seco
2002 28 7 2410 -0.82 Normal precipitation 0.26 Moderadamente seco
2003 42 7 2410 -0.35 Normal precipitation 0.26 Moderadamente seco
2004 75 7 2410  0.43 Normal precipitation 0.42 Normal
E%)(I).%SBQIS]ANCO 2005 Alta 35 7 2410 -0.57 Normal precipitation 0.26 Moderadamente seco
2006 20 7 2410 -1.18 Moderately dry 0.26 Moderadamente seco
2007 93 7 2410  0.77 Normal precipitation 0.48 Normal
2008 103 7 2410  0.93 Normal precipitation 0.50 Normal
2009 35 7 2410 -0.57 Normal precipitation 0.26 Moderadamente seco
2010 165 7 2410  1.79 Very wet 0.54 Normal
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Al analizar el mismo mes y afio para datos disponibles de estaciones dentro de la cuenca se
observa que dos de las estaciones muestran un comportamiento himedo que es consistente

con el SPI tal como se muestra en la Tabla 7-3.

Tabla 7-3.
Resultados para estaciones al interior de la cuenca para el mes mas seco (julio) en el afio 2010
Resultados FIS

Evento

NombreEstacion Aflo  Zona Valor Mes Altitud SPI 1 SPI 1 label extremo Categoria del resultado
BOLO BLANCO
[26070590] Alta 165 7 2410 1.79 Very wet 0.54 Normal
CHAMBU [26075090] Media 98 7 1350 1.55 Very wet 0.83 Muy himedo
ESPERANZA PRADERA 2010 Normal
[26070170] Baja 28 7 1055  0.38 precipitation 0.50 Normal

Extremely
ZAPATA LA [26070110] Media 174 7 1119  2.09 wet 0.82 Moderadamente htiimedo

Si se analiza el mes més himedo (noviembre) para el mismo afio, se confirma que existié
una tendencia a altas precipitaciones al interior de la cuenca pues superan los valores usuales
para dicho periodo, al comparar con el indice ONI se constata que existié una anomalia con
tendencia a periodo frio a partir del mes de marzo (Ver Anexo C Pag. 129). En ambos casos
hay cierta consistencia entre los resultados del FIS y los obtenidos con el SPI tal como se

observaen la Tabla 7-4 y en la Figura 7-14.

Tabla 7-4.
Resultados para estaciones al interior de la cuenca para el mes més hiumedo (noviembre) en el afio 2010
Resultados FIS

Evento
NombreEstacion Afo  Zona Valor Mes Altitud SPl1 1 SPI 1 label extremo Categoria del resultado
BOLO BLANCO
[26070590] Alta 601 11 2410 1.58 Very wet 0.74 Moderadamente himedo
CHAMBU
[26075090] Media 459 11 1350 2.09 Extremely wet 0.74 Moderadamente himedo
ESPERANZA 2010
PRADERA
[26070170] Baja 519 11 1055 2.70 Extremely wet 0.97 Extremadamente himedo
ZAPATA LA
[26070110] Media 442 11 1119  2.14 Extremely wet 0.86 Muy himedo

Figura 7-14: Resultados para julio y noviembre de 2010
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Analizando datos disponibles para julio y noviembre del afio 2021 (Tabla 7-5 y Tabla 7-6)

los resultados del FIS muestran un comportamiento normal para julio y un comportamiento

con tendencia a eventos secos para el mes de noviembre, sin embargo, cabe aclarar que estas

estaciones se encuentran ubicadas en el buffer alrededor de la cuenca (Figura 7-15).

Tabla 7-5.

Resultados para estaciones al interior de la cuenca para el mes mas seco (julio) en el afio 2021

Resultados FIS

Evento Categoria del
NombreEstacion Afio Valor Mes Altitud SPI 1 SPI 1 label extremo resultado
AEROPUERTO A BONILLA Normal
[26075040] 2021 54.4 7 970 0.84 precipitation 0.52 Normal
Normal
CALI SEDE IDEAM [26080310] 2021 713 7 983 0.64 precipitation 0.58 Normal
CENICANA [26075080] 2021 45.7 7 128 1.04 Moderately wet 0.50 Normal
ESPERANZA PRADERA Normal
[26070170] 2021 39 7 1055 0.71 precipitation 0.50 Normal
Normal
FLORIDA [26070760] 2021 71 7 1059 0.96 precipitation 0.58 Normal
Normal
PALMIRA ICA [26075010] 2021 60.4 7 1018 0.72 precipitation 0.54 Normal

Tabla 7-6.

Resultados para estaciones al interior de la cuenca para el mes méas humedo (noviembre) en el afio 2021
Resultados FIS

Evento
NombreEstacion Afio Valor Mes Altitud SPI 1 SPI 1 label extremo Categoria del resultado
AEROPUERTO A Normal
BONILLA [26075040] 2021 741 11 970 -0.26 precipitation 0.21 Moderadamente seco
CALI SEDE IDEAM Normal
[26080310] 2021 1216 11 983  0.26 precipitation 0.26 Moderadamente seco
CENICANA Normal
[26075080] 2021 1192 11 128 -0.03 precipitation 0.26 Moderadamente seco
ESPERANZA Normal
PRADERA [26070170] 2021 135 11 1055 -0.03 precipitation 0.26 Moderadamente seco
FLORIDA [26070760] 2021 135 11 1059 -1.23 Moderately dry 0.26 Moderadamente seco
PALMIRA ICA Normal
[26075010] 2021 166 11 1018  0.62 precipitation 0.43 Normal

Figura 7-15: Resultados para julio y noviembre de 2021

Prob. Evento Extremo
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Otro tipo de resultados interesantes al evaluar el sistema de inferencia difuso se da para el marzo de
2017 (Figura 7-16). Este afio se mantuvo neutral respecto a la variabilidad climética e indice ONI,
sin embargo, los resultados locales para el FIS muestran una tendencia hacia periodo himedo méas

pronunciada hacia la parte alta de la cuenca.

Evento Extrem

!n- Himedc

o i

Figura 7-16: Resultados para marzo de 2017

Para enero de 2001 (Figura 7-17), el FIS muestra una tendencia hacia eventos himedos para la parte
baja de la cuenca y una tendencia hacia eventos calidos para la parte alta de la cuenca, mientras que
la parte media mantiene un comportamiento normal. Por su parte, en abril del mismo afio hay una
fuerte variacion en la parte alta de la cuenca hacia evento seco, mientras que el indice ONI lo cataloga

como un afio neutral en su mayor parte.

Evento Extremo
Ext. Himedo Evento Extremo

Normal

e i Ext. Seco L] i.x- Seco

Figura 7-17: Resultados para enero y abril de 2001
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7.5 Conclusiones

El disefio e implementacion del sistema de inferencia difuso permitio entender y analizar los patrones
de precipitacion en la cuenca hidrogréfica del rio Bolo. El sistema demostré generar resultados
similares al SPI-1 pero consiguiendo integrar las caracteristicas locales derivadas del analisis
exploratorio de datos de precipitacidon. Se pueden observar resultados consistentes con los episodios
del indice ONI en algunos casos variabilidad propia local, aun asi, la verificacion de estos requiere

mayores estudios.

De esta manera el sistema de inferencia difuso contiene internamente la informacion del régimen de
precipitacion propio de la cuenca por lo que es méas acertado para evaluar el comportamiento que el
indice estandarizado de precipitacion que asume una distribucion genérica. La superficie de
respuesta asociada con la variable precipitacion corrobora la influencia del régimen de precipitacion

bimodal.

Aunque se espera un grado alto de interpretabilidad para el sistema difuso elaborado, un nimero
muy alto de reglas de implicacion puede ofuscar la capacidad para interpretar el proceso interno que
este desarrolla. En este caso 48 reglas fueron derivadas, un nimero que empieza a ser dificil de
analizar conceptualmente y esta ligado a la maldicion de la dimensionalidad de este tipo de sistemas,
pero sigue siendo manejable en cuestién de implementacion e interpretacion. Una posible solucion
consiste en implementar varios sistemas de inferencia difusos en cascada para que las reglas de

implicacién no dependan de tantas variables explicativas por cada etapa.

La validacion en este caso se realiza respecto al indice estandarizado de precipitacion el cual tiene
ciertas limitaciones al asumir caracteristicas de la distribucion de la precipitacién como se mencion6
anteriormente por lo que no es una validacion estricta y para ello se requiere ampliar la base de datos.
Con el sistema de inferencia difuso implementado se consigue informacion respecto al patron de
precipitacion correspondiente al periodo de estudio, esta informacién puede ser aumentada si se
realiza una validacion histdrica de los resultados lo que puede utilizarse como informacidon base para

prediccion y pronostico en futuros estudios.
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8. Estimacion de la precipitacion en la cuenca
hidrografica del rio Bolo usando redes
neuronales artificiales

Resumen

Entender el comportamiento de la precipitacion a nivel de cuenca hidrografica presenta grandes
desafios debido a su complejidad e interacciones no lineales. Los modelos de inteligencia artificial
como las redes neuronales artificiales pueden facilitar la estimacion del comportamiento de la
precipitacion para obtener informacion valiosa empleada en la gestion del recurso hidrico de la
cuencay la prevision de eventos extremos. Se implementd un modelo de redes neuronales artificiales
para analizar los patrones de precipitacion para la cuenca hidrogréafica del rio Bolo. Se establecieron
las variables de entrada y salida, el tipo de modelo adecuado y la arquitectura siguiendo la
metodologia iterativa para este tipo de modelos. EI modelo consta de 8 variables de entrada
relacionadas con la precipitacion mensual, y componentes temporales y espaciales. Se realizé el
entrenamiento con multiples arquitecturas y algoritmos de optimizacion, los mejores resultados se
obtuvieron para una arquitectura de 3 capas ocultas con 15 neuronas cada una y para los algoritmos
de trainbr (retropropagacién con regularizacion Bayesiana) y trainlm (retropropagacion de
Levenberg-Marquardt) con un R total de 0.80 y 0.76 respectivamente. Se analizaron algunos
resultados para distintos periodos usando como referencia el indice Estandarizado de Precipitacion
(SPI) y el indice Oceanico del Nifio (ONI) pero se encontré una tendencia al sesgo en la estimacion,

orientado hacia la ausencia de evento extremo.

Palabras clave: cuenca hidrogréfica, precipitacion, redes neuronales artificiales, inteligencia
artificial,
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Abstract

Understanding the dynamics of precipitation at the watershed level poses significant challenges due
to its complexity and nonlinear behaviors. Artificial intelligence models such as artificial neural
networks can facilitate the estimation of precipitation behavior to obtain valuable information used
in watershed water resource management and extreme event forecasting. An artificial neural network
model was implemented to analyze precipitation patterns for the Bolo river watershed. Input and
output variables, appropriate model type, and architecture were established following the iterative
methodology for this type of model. Training was conducted using multiple architectures and
optimization algorithms. The best results were obtained for a 3-layer architecture with 15 neurons
each, using the trainbr algorithm (Bayesian regularization backpropagation) and the trainlm
algorithm (Levenberg-Marquardt backpropagation), yielding total R values of 0.80 and 0.76,
respectively. Several results were analyzed for different periods using the Standardized Precipitation
Index (SPI) and the Oceanic Nifio Index (ONI) as references. However, a tendency to estimation

bias was found, mainly towards an absence of extreme events.

Keywords: rainfall; river basin; neural networks; machine learning; artificial intelligence

8.1 Introduccién

Las redes neuronales artificiales han encontrado gran aplicabilidad en diversas areas de investigacion
entre las que se incluyen la hidrologia, la climatologia y los estudios ambientales (Araghinejad, 2014;
Haupt et al., 2009; Yuan et al., 2020). Aungue no todos los problemas contienen caracteristicas que
pueden solucionarse usando técnicas de inteligencia artificial como las redes neuronales, por
ejemplo, dependiendo de la disponibilidad de datos y su calidad las metodologias convencionales
como ecuaciones fisicas, analisis estadisticos 0 numéricos pueden ser suficientes o incluso mas
satisfactorios, entender la aplicabilidad de estas técnicas y su rendimiento presenta ventajas a nivel

de versatilidad, tiempo de computo y escalamiento (Bakkay et al., 2022).

Uno de los principales retos consiste en contextualizar a condiciones locales o regionales la
modelacion con redes neuronales artificiales. En este caso se quiere implementar y a analizar un
modelo de redes neuronales artificiales sobre los datos de precipitacion disponibles de la cuenca
hidrogréfica del rio Bolo en el Valle del Cauca, Colombia. De esta forma se busca aplicar la
metodologia de disefio, implementacién y validacién de una red neuronal artificial siguiendo los

estandares establecidos por la investigacion en este campo y el estado del arte.
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Actualmente existen arquitecturas muy complejas enfocadas en sacar provecho del Big Data
(Vannitsem et al., 2021), sin embargo por las caracteristicas y el objeto de estudio, en este caso es
suficiente la implementacion de un modelo sencillo de red neuronal, aunque si es necesario aplicar
una extraccion de caracteristicas (al contrario de los modelos end to end), lo que consiste en
seleccionar y preprocesar las variables empleadas bajo criterios tanto empiricos como técnicos que

puedan favorecer la obtencion de un modelo optimo.

A diferencia de otras técnicas de inteligencia artificial como la l6gica difusa, las redes neuronales
artificiales hacen parte de la subarea de la inteligencia artificial denominada aprendizaje automatico,
el cual se ha vuelto muy popular en afios reciente gracias al progreso en la captura y procesamiento
y almacenamiento de datos de todo tipo junto con la amplia efectividad de los algoritmos (Deloitte,
2020). La principal caracteristica del aprendizaje automético consiste en generaran un modelo a
partir de una gran cantidad de datos relacionados, de esta manera se puede encontrar algunas
subcategorias de aprendizaje automatico: supervisado, no supervisado y semi-supervisado. El
aprendizaje automatico que nos concierne en este caso es el supervisado que consiste en tener una
gran cantidad de ejemplos (datos de entrada y salida) que se usan como datos de entrenamiento para

obtener un modelo que se capaz de describir las relaciones entre esos datos de entrada y salida.

8.2 Marco tedrico

Las redes neuronales artificiales constituyen un paradigma de la inteligencia artificial que emula el
proceso de reconocimiento de informacién y de aprendizaje de las redes neuronales bioldgicas.
También corresponden a un modelo de aprendizaje automatico que emplea médulos interconectados
para transformar variables de entrada en variables objetivo (Hagan et al., 2014). Cada uno de estos
maodulos se denomina neurona o perceptrén debido a su funcionamiento conceptualmente similar a
una neurona biolégica pues, dependiendo de su grado de activacion, va a fortalecer o inhibir

conexiones para el calculo de la variable objetivo en la salida de la red (Figura 8-1).

. Entradas
Axén de neurona adyacente
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Cuerpo celular Funcién de Activacion

Figura 8-1: Analogia entre neurona biolégica y perceptrén
Nota. Adaptado (Hagan et al., 2014; Russell & Norvig, 2009)
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Las redes neuronales artificiales se organizan topol6gicamente en varias capas (Figura 8-2),
principalmente una capa de entrada, una de salida y una o varias capas intermedias denominadas
capas ocultas. La capa de entrada corresponde a los valores X y la capa de salida a los valores Y, la
red neuronal entrena sus parametros o pesos W'y b usando pares de entrenamiento X y Y para obtener
la mejor aproximacién a f, Ecuacién (8-1), de tal forma una red neuronal artificial es un aproximador
de funciones universal lo que implica que puede mapear variables de entrada y salida incluso para
funciones no lineales dentro de un rango de precision (Hsu et al., 1997).
capa

capa de oculta
entrada

capa de
salida

Figura 8-2: Topologia de una red neuronal de 3 entradas, 1 capa oculta y 2 salidas
Nota. Adaptado (Araghinejad, 2014)
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Las redes neuronales hacen parte del paradigma de los modelos conexionistas en inteligencia

(8-1)

artificial (Du & Swamy, 2019). En cada capa se aplica una transformacion no lineal a los datos de

entrada hasta obtener los resultados adecuados en la capa de salida (Figura 8-3).

B

Entradas Capa Oculta Salida
(2) (2 sigmoides) (1 sigmoide)

Figura 8-3: Transformaciones en cada capa de la red neuronal artificial
Nota. Adaptado (LeCun et al., 2015)

La no linealidad de las transformaciones en la red se obtiene a partir de la funcion de activacion de
cada neurona (Figura 8-4), ejemplos tipicos de la funcion de activacion, o de transferencia, son: la
funcion umbral, la sigmoide, la tangente hiperbdlica, el rectificador, entre otros (Loucks & van Beek,
2017). El objetivo de la red neuronal artificial es poder generalizar las caracteristicas y

comportamiento de un modelo no lineal, sin embargo, se debe evitar sobreajuste que ocurre cuando



95

la red es capaz de replicar los resultados con los datos de entrenamiento pero no captura el
comportamiento real de la funcién; o subajuste, caracterizado por un mal desempefio del modelo

incluso con los datos de entrenamiento (Luk et al., 2001).

Umbral Sigmoide Tangente hiperbdlica

1 1 1

05 0:8 05
= = 06 <

Z 0 z Z o
0.4 &

-0.5 02 -05

-1 0 -1

-2 0 2 -2 0 2 -2 0 2

X X X

Figura 8-4: Ejemplos de funciones de activacion
Nota. Adaptado (Du & Swamy, 2019)

Para entrenar una red neuronal artificial es necesario dividir los datos en: datos de entrenamiento,
datos de validacion y datos para pruebas, similar al proceso de validacion cruzada en algunos
modelos estadisticos (Du & Swamy, 2019). Las redes neuronales aprenden mediante el método de
propagacion hacia atras del error (BP del inglés Backpropagation), por lo que la arquitectura méas
comun es el perceptron multicapa con BP, que actualiza sus parametros de forma iterativa en la fase
de entrenamiento en funcién del error y un algoritmo de optimizacion como el gradiente
descendiente (Araghinejad, 2014).

Las ecuaciones 8-2 y 8-3 describen la actualizacion de los pardmetros W de una red neuronal
mediante el método de gradiente descendiente teniendo en cuenta el nimero de iteracién t, el error
obtenido por medio de una funcién de pérdida E (en este caso el error medio cuadrado) entre los
valores esperados y, y calculados por la red y,, las variables de entrada X y un coeficiente de
ponderacion a. En algunos casos la actualizacion de los pesos se puede realizar mediante otro tipo

algoritmo de optimizacion como Levenberg-Marquadt (Celik et al., 2016).

(8-2)

n
1 2
E= ;Z(yp _yp)
p=1

IE(X,WY) (8-3)
ow
Ademés de los pardmetros de la red (W y b) que se obtienen en la fase de entrenamiento, para

Wt+1 — Wt_a

configurar la arquitectura de una red neuronal artificial se deben definir los hiper parametros que
corresponden al nimero de capas ocultas, el nimero de neuronas, las funciones de activacion en

cada capa, la funcion de pérdida y el algoritmo de entrenamiento. En el proceso de implementacion
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del entrenamiento y pruebas también se puede optimizar el nimero de épocas, el tamafio de lotes y
la division de los datos para entrenamiento, pruebas y validacion (Claesen & De Moor, 2015).

Existen varios tipos de redes neuronales, como las redes monocapa, multicapa, y recientemente las
redes neuronales profundas, caracterizadas por tener un gran nimero de neuronas en sus capas
ocultas, han demostrado muy buenos resultados en varios campos como el analisis de iméagenes al
usar capas convolucionales en las que en lugar de una funcion de activacion se aplica una
convolucion a partir de un kernel (Kattenborn et al., 2021). Se ha demostrado que una red neuronal
multicapa con una sola capa intermedia es suficiente para predecir variables y con un namero
suficiente de neuronas constituye un aproximador universal, es decir, es capaz de aproximar
cualquier funcién con un grado arbitrario de precision, aunque esto es dependiente de las funciones
de activacion y la cantidad de los datos . Para modelar datos secuenciales, como series de tiempo, se
han empleado las redes neuronales recurrentes y con retraso temporal que permiten conexiones

ciclicas en las neuronas (Hag et al., 2021).

8.3 Materiales y métodos

8.3.1 Zona de estudio y datos

La zona de estudio es la cuenca hidrogréafica del rio Bolo ubicada en el departamento del Valle del
Cauca en Colombia. Tiene un régimen bimodal de precipitaciones con un area de unos 410 km? . Es
una subcuenca en el departamento del Valle del Cauca en Colombia con relevancia para el municipio
de Palmira. Se compilaron datos historicos de precipitacion diaria hasta el afio 2021 tal como

describe en el anélisis exploratorio realizado anteriormente.

8.3.2 Metodologia

En este caso se realiza la estimacion del tipo de evento extremo de precipitacion usando un modelo
de redes neuronales. A partir de algunas referencias bibliograficas (Benevides et al., 2019; Haq et al.,
2021; W. Hong, 2008; Nastos et al., 2014; Neira, 2010; Wang et al., 2020), se establecen los pasos

generales que se muestran en la Figura 8-5:

e Establecer las variables independientes y variables objetivo.
e Preprocesar las variables de entrada para generar vectores de entrada y salida acordes a la

configuracion de las variables seleccionadas. Organizar pares de entrenamiento.
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o Definir la configuracion de los datos de entrenamiento, pruebas y validacion.

e Seleccionar los hiper pardmetros de la arquitectura de red neuronal artificial (nimero de
capas, numero de neuronas, funciones de activacion) y de entrenamiento (normalizacién,
regulacidn, algoritmo de optimizacién y nimeros de épocas)

e Implementar y entrena la red neuronal artificial y aplicar redisefio de forma iterativa si es
necesario.

e Evaluar el desempefio con los datos de prueba y validacion usando los criterios de
desemperio seleccionados.

e Generar gréaficos de estimacion de precipitacién en la cuenca con el modelo de redes

neuronales.

Red Neuronal Artificial

Seleccion de variables
de entrada y salida

}
Preparacion y limpieza de datos

}

Seleccion de datos de entre- Cambiar la combinacién de

namiento, validacion y pruebas eptradas y §a11das, cam- T
| biar la cantidad de datos
Ajustar hiper-
parametros I~ Disefio de la red neuronal L
de la red | ~= Redisefar
el modelo
Entrenamiento de la red y pruebas \
| NO NO
Evaluar con criterios de desempefio Vilido?
Seleccionar red neuronal | SI

con el mejor desempeiio

Figura 8-5: Metodologia para la implementacion de modelo de redes neuronales artificiales

8.4 Resultados y discusion

8.4.1 Seleccidn de variables de entrada y salida

La base de datos disponible contiene datos de precipitacion diarios de distintas estaciones. A partir
de la revision bibliografica se determind que lo mas conveniente es realizar el analisis en periodos

mensuales por lo tanto se utilizan los datos de precipitacién mensual dentro de las variables de
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entradas, estos datos se calcularon con los datos disponibles. Como salida se establecen las categorias
de probabilidad de evento extremo, se utiliza el indice estandarizado de precipitacion y su
interpretacion en forma de etiqueta para obtener la variable objetivo.

Los datos organizados tienen un componente temporal al ser extraidos de una serie de tiempo de
precipitacion y también un componente espacial al contener datos de distintas estaciones. Sin
embargo, se debe aclarar que el componente temporal no se emplea directamente al no utilizar
multiples datos en secuencia para obtener una prediccion, sino que las variables de entrada que
corresponden a un unico periodo y se asumen suficientes para general la variable objetivo, la
informacidn referente a los patrones temporales se incluye dentro de los patrones aprendidos por la
red con la gran cantidad de datos. EI componente espacial se incluye al utilizar datos de diferentes
estaciones, tampoco se asume una division previa para estos datos, sino que se emplean como parte
de todos los datos de entrenamiento. Principalmente las variables de entrada latitud, longitud y altitud

hacen referencia a esta variabilidad espacial.

De esta manera se establecieron las variables de entrada que se muestran en la Tabla 8-1, la seleccion
de la variable de salida se muestra en la Tabla 8-2, y la configuracién general de la red se muestra
en la Figura 8-6, con 8 entradas y 1 salida.

Tabla 8-1.
Definicién de las variables de entrada para la RNA

Variable Descripcion Unidad Tipo

Precipitacion mensual El valor de la precipitacion mensual mm Numérica real

acumulada medido en la estacion.

Mes Mes correspondiente a la medicion - Numérica entera
(valores del 1 al 12
representando cada
mes)

Altitud Altura topogréfica informada de la estacion ~ m Numérica real

Precipitacion maxima El valor de precipitacion maxima diaria mm Numérica real

obtenida para dicho mes.

Precipitacién minima El valor de la precipitacion minima diaria mm Numeérica real

obtenida para dicho mes.

Dias con lluvia El total de dias con lluvia en dicho mes. Se - Numeérico entero

contabiliza para dias con una precipitacion
mayor a 1 mm (Hingray et al., 2014).

Latitud Valor de latitud de la ubicacion de la grados Numeérica real

estacion en sistema geografico WGS84

Longitud Valor de longitud de la ubicacion de la grados Numérica real

estacion en sistema geografico WGS84
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Tabla 8-2.
Definicién de la variable de salida para la RNA
Variable Descripcion Unidad Tipo
Evento extremo Etiqueta derivada de la interpretacion del -- Categorica ordinal

indice estandarizado de precipitacion SPI-1
(Cerdn et al., 2015).

(Extremadamente seco, Muy seco,
Moderadamente seco, Normal,
Moderadamente himedo, Muy
himedo, Extremadamente
himedo)

Precipitaciéon mensual —
Mes —

Altitud —

Precipitacion maxima —

Precipitacién minima —

N
Dias con lluvia —
/=

Figura 8-6: Definicion de entradas y salidas de la red

8.4.2 Preparacion y limpieza de datos

—— Evento extremo

Se realiz6 la limpieza de datos duplicados y la eliminacién de valores no numéricos de la base de

datos (valores incompletos, erréneos o invalidos). La idea de la preparacién es realizar el

entubamiento de los datos (en inglés pipeling) para obtener una nueva base de datos apropiada para

poder utilizarla con el modelo de red neuronal artificial. Ademas, se aplicé un procesamiento de los

datos para transformarlos en el formato adecuado establecido para el modelo, tal es el caso del

agrupamiento de datos diarios de precipitacion para el calculo de la precipitacion acumulada mensual

por estacion y la extraccion de valores maximos y minimos (minimo mayor a 0 en caso de que la

precipitacion acumulada total del mes se a mayor a 0), asi como la contabilizacion de los dias con

precipitacion mayor a 0.5 mm. También se emplearon los datos para el calculo de SPI para periodo

mensual (SPI-1), con su respectivo etiquetado (Tabla 8-3). Estos calculos se realizaron mediante

cddigo en Python con la librerias pandas y afines.
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Tabla 8-3.

Ejemplo de seccion de la procesada de variables de entrada y salida

NombreEstacion year Valor month Altitud Valor Valor Dias SPI_1 SPI1_1_label

max min
AEROPUERTO A 2000 324 1 970 114 0.3 11 -0.347859695  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 97.4 2 970 19.9 0.1 16 1.086141878 Moderately wet
BONILLA [26075040]
AEROPUERTO A 2000 1145 3 970 29 0.1 20 0.720700864  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 82.8 4 970 30.2 0.1 19 -1.008968358  Moderately dry
BONILLA [26075040]
AEROPUERTO A 2000 163 5 970 62.8 0.1 21 1.119728045 Moderately wet
BONILLA [26075040]
AEROPUERTO A 2000 53.1 6 970 29.4 05 10 0.16429809  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 74.8 7 970 30.7 2.2 7 1.391633772  Moderately wet
BONILLA [26075040]
AEROPUERTO A 2000 28.5 8 970 12.2 0.1 8 0.067231012  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 67.8 9 970 14.4 0.1 15 0.618154421  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 84 10 970 27 0.1 15 -0.261261517  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 85 11 970 21 0.1 17 -0.072905644  Normal precipitation
BONILLA [26075040]
AEROPUERTO A 2000 51.9 12 970 24.8 0.3 12 -0.346534926  Normal precipitation
BONILLA [26075040]

Ademas de la transformacion de los datos al formato més apropiado, se realizé un preprocesamiento

de escalamiento o normalizacidn de las variables. Esto es conveniente pues se ha demostrado que de

esta forma el entrenamiento de la red es mas estable y se evitan problemas de no convergencia y

predominancia de variables con magnitudes mayores, al mismo tiempo se espera una mejor

generalizacion con las variables preprocesadas. En la Tabla 8-4 se muestra los tipos de escalamiento

0 normalizacién empleados.

Tabla 8-4.

Escalamiento/Normalizacion de las variables de entrada

Variable

Escalamiento/Normalizacién

Precipitacion mensual
Mes

Altitud

Precipitacién maxima
Precipitacion minima
Dias con lluvia

Latitud

Longitud

Normalizacion estandar
.. . Zas . 2T
Transformacion trigopnométrica sin (E * mes)

Normalizaci6n estandar

Normalizaci6n estandar

Normalizacion estandar

Normalizacién dependiente del nimero de dias
del mes

Normalizacién min-max (se usan los limites
geograficos del buffer espacial como
referencia)

Normalizacién min-max (se usan los limites
geograficos del buffer espacial como
referencia)
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También es necesario preparar la variable de salida para la representacion en el modelo de RNA. Se
optd por emplear un valor discreto asociado con las categorias correspondientes al tipo de evento

extremo y una version normalizada de las mismas como se observa en la Tabla 8-5.

Tabla 8-5.
Escalamiento/Normalizacion de la variable de salida

Variable Representacion Escalamiento/Normalizacién

Evento extremo [1234567] [0.1429 0.2857 0.4286 0.5714 0.7143 0.8571 1.0000]

8.4.3 Seleccién de datos de entrenamiento, validacién y pruebas

Luego de la preparacion y limpieza de datos se obtuvieron 3033 datos de 18 estaciones.
Tradicionalmente se asume que es conveniente una division del 70% de los datos para entrenamiento
y un 30% de datos para pruebas 0 60% para entrenamiento, 20% para validacion y 20% para pruebas
para un numero de datos de esta magnitud (Hagan et al., 2014). Para este caso se decidio utilizar la
proporcion 60/20/20 para incluir la validacion dentro del entrenamiento de la red. Un factor para
tener en cuenta es el desbalance de las clases caracteristico del problema analizado, dado que la
mayoria de los valores de la base de datos debe corresponder a un evento de precipitacion normal,
mientras que los valores méas extremos (extremadamente seco y extremadamente himedo) van a
aparecer con mucha menor frecuencia. Esto puede influir en la calidad del aprendizaje realizado por

la red neuronal.

8.4.4 Disefio de la red y seleccion de hiperparametros

Dada la naturaleza y la cantidad de los datos disponibles se puede emplear una red sencilla, un
perceptron multicapa con propagacion hacia atras del error. Por lo tanto, la red tiene 8 entradas y una
salida que corresponde al tipo de evento extremo de precipitacién. Un adecuado nimero de neuronas
y capas ocultas es indispensable para evitar problemas de sobre-ajuste o sub-ajuste de la red. Para
determinar el nimero de capas ocultas y el nimero de neuronas por capa se pueden emplear algunas
funciones empiricas derivadas de algunas investigaciones previas (Gonzalez-Salcedo et al., 2017; Qi
et al., 2021). Por ejemplo, para el nimero total de neuronas se recomienda que este sea menor a un

limite superior como se muestra en la ecuacion (8-4.

Ndata -1 (8-4)

S <
n+3
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Donde n es el nimero de variables de entrada, N;,;, €S el total de datos de entrada, es decir, el
namero de registros multiplicado por el nimero de variables de entrada, y S corresponde al limite
superior del nimero de neuronas. Por otro lado, para determinar el nimero de capas se puede emplear

la ecuacién (8-5.
m=+va+b+c (8-5)

Donde m es el nimero recomendado de capas ocultas, a es el nimero de nodos de entrada, b es el
namero de nodos de salida y c es una constante entre 0 y 10. A partir de estas ecuaciones se determina
un nimero de neuronas menor a 277 aproximadamente y un nimero de capas ocultas entre 3 y 13.
Ademas del nimero de neuronas y el nimero de capas ocultas los otros hiperparametros como la
funcidn de activacion, el algoritmo de entrenamiento, el nimero de épocas y la funcion de pérdida
deben seleccionarse, pero dada la naturaleza iterativa del entrenamiento con la RNA estos
parametros pueden seleccionarse probando mdultiples combinaciones y seleccionando la red con
mejores resultados. Inicialmente se puede escoger una red de 3 capas ocultas, cada una con 15
neuronas cumpliendo con los requisitos establecidos previamente y con funcion de activacion
sigmoidea para las capas ocultas y lineal para la capa de salida dada la configuracion de la variable
de salida (Figura 8-7).
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Figura 8-7: Arquitectura inicial de la red neuronal artificial
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8.4.5 Entrenamiento y validacion de la red

La red neuronal se implementé usando el software MATLAB junto con el Deep Learning Toolbox.
La division interna de los datos se realiza de forma aleatoria dado que se parte del supuesto que las
variables de entrada son suficientes para determinar la salida y no existe dependencia de valores
secuenciales. Inicialmente se ejecutaron varios entrenamientos para determinar el mejor algoritmo
de entrenamiento usando como métrica de rendimiento el error cuadratico medio (MSE) al igual que
los valores de R y R"2 para todo el conjunto de datos, las comparaciones se hicieron con la variable
objetivo con valores enteros y la normalizada como se muestra en la Tabla 8-6. Se utilizé 100 épocas
como limite superior. Para este analisis se prefiere el valor de R al ser el mas adecuado para evaluar
el rendimiento de este tipo de regresion tanto para el entrenamiento, la validacion y test; el MSE

Unicamente se emplea como métrica de rendimiento en el entrenamiento.

El entrenamiento se ejecutd para todos los posibles algoritmos de entrenamientos de
retropropagacion disponibles en el Toolbox, a saber: Levenberg-Marquardt (trainlm), regularizacion
bayesiana (trainbr), BFGS quasi-Newton (trainbfg), resiliente (trainrp), gradiente conjugado
escalado (trainscg), gradiente conjugado con reinicio Powell-Beale (traincgb), gradiente conjugado
con actualizaciones Fletcher-Reeves (traincgf), gradiente conjugado con actualizaciones Polak-
Ribiére (traincgp), secante de un paso (trainoss), gradiente descendiente con momento y tasa
adaptativa (traingdx), gradiente descendiente con momento (traingdm), y gradiente descendiente
(traingd).

Tabla 8-6.
Pruebas con diferentes algoritmos de entrenamiento
Variable objetivo original Variable objetivo normalizada

Algoritmq de R R"2 MSE R R"2 MSE
entrenamiento
trainlm 0.748 0.560 0.557 0.725 0.524 0.009
trainbr 0.843 0.706 0.615 0.837 0.693 0.016
trainbfg 0.692 0.478 0.482 0.703 0.495 0.010
trainrp 0.717 0.513 0.517 0.673 0.452 0.010
trainscg 0.638 0.407 0.539 0.537 0.287 0.012
traincgb 0.669 0.448 0.509 0.588 0.345 0.013
traincgf 0.652 0.426 0.512 0.678 0.460 0.009
traincgp 0.686 0471 0.530 0.618 0.382 0.010
trainoss 0.672 0.451 0.503 0.683 0.466 0.010
traingdx 0.548 0.299 0.597 0.585 0.337 0.013
traingdm 0.116 -1.813 2.394 -0.027 -1.355 0.043
traingd -0.081 -15.127 13.851 0.278 -0.074 0.019
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Se observa que las métricas difieren cuando se usa la variable objetivo original versus la
normalizada, esto se debe a que internamente los parametros de la red puede sufrir sesgos
dependiendo de las magnitudes de los nimeros, es necesario tener en cuenta que el aprendizaje
interno de la red se hace por medio de gradientes que son altamente sensibles si hay una diferencia

significativa en las magnitudes, por esta razén es recomendable usar valores normalizados.

El mejor algoritmo en este caso es trainbr seguido de trainlm. Trainbr no usa directamente un
conjunto de validacidn en el entrenamiento, sino gque aplica una técnica de parada temprana (early

stop). Se seleccionaron estos algoritmos para probar variaciones en las capas ocultas (Tabla 8-7).

Tabla 8-7.
Pruebas con diferentes arquitecturas
trainbr trainim

Capas ocultas R RN2 MSE R R"2 MSE

[5] 0.7031 0.4941 0.4521 0.6807 0.4631 0.4413
[10] 0.7302 0.5331 0.4130 0.7178 0.5144 0.5193
[15] 0.7439 0.5532 0.4215 0.7154 0.5115 0.4969
[30] 0.7613 0.5796 0.4198 0.7184 0.5119 0.4981
[5 5] 0.7401 0.5476 0.4861 0.7079 0.5010 0.4999
[10 10] 0.7719 0.5953 0.5197 0.7437 0.5524 0.4748
[15 5] 0.7842 0.6144 0.4858 0.7001 0.4895 0.4384
[15 15] 0.8104 0.6564 0.4831 0.7258 0.5191 0.4959
[30 30] 0.7664 0.5871 0.4019 0.7353 0.5403 0.4430
[30 15] 0.8183 0.6691 0.5168 0.7128 0.5028 0.4852
[555] 0.7577 0.5729 0.4544 0.7223 0.5217 0.4869
[15 15 15] 0.8208 0.6689 0.5499 0.7163 0.5107 0.4763
[30 30 30] 0.7872 0.6196 0.4720 0.7646 0.5785 0.5184
[60 60 60] 0.7518 0.5651 0.4506 0.7615 0.5289 0.7162
[60 30 15] 0.7915 0.6264 0.3973 0.7065 0.4967 0.5312
[15 15 15 15 15] 0.7757 0.6015 0.4539 0.7398 0.5458 0.5121

La mejor configuracion con el algoritmo trainbr se da para 3 capas ocultas con 15 neuronas cada
una, mientras que para trainlm son 3 capas ocultas con 30 neuronas cada una. Aungue con trainbr se
obtiene un mejor resultado, cabe resaltar que el entrenamiento es computacionalmente més intensivo
pues requiere iterar por el nimero total de épocas que es 100 (Figura 8-8) mientras que para trainlm

el resultado optimo se obtiene en 14 épocas de entrenamiento (Figura 8-9).
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Best Training Performance is 0.2613 at epoch 100
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Figura 8-8: Gréfico de métrica de rendimiento usando trainbr
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Figura 8-9: Grafico de métrica de rendimiento usando trainlm

En cuanto al ajuste de la regresion, se pueden analizar las graficas de cada red. En la Figura 8-10 se
observa el ajuste para trainbr, el valor R para los datos de entrenamiento no es muy alto, sin embargo,
para los datos de pruebas este valor es mucho menor demostrando que la red no es capaz de
reproducir fielmente el comportamiento de la variable objetivo, cabe resaltar que los valores de la
variable de salida son enteros mientras que el valor generado por la red es continuo, esto se puede
constatar en la gréfica al visualizar la forma en que los valores esperados de la salida (Data) se
distribuyen. Resultados similares se obtienen con trainlm (Figura 8-11). No obstante, para la
categorizacion final se aplica un paso de procesamiento posterior que puede mejorar el resultado, lo

que no se visibiliza en estos gréficos generados en el entrenamiento.
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Figura 8-10: Gréficos de ajuste de regresion usando trainbr
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Figura 8-11: Gréficos de ajuste de regresion usando trainlm
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8.4.6 Evaluacion de la red neuronal artificial

Una vez seleccionada la red neuronal con el mejor desempefio se realizé el célculo de la salida para

distintos periodos. Como referencia se usa el SPIy el valor de la salida (target) derivado del mismo.

La seleccion de los afios se realiza siguiendo el indice ONI. Por ejemplo, para julio del afio 2010

(Tabla 8-8) se tiene un afio con tendencia a eventos himedos, pero los valores generados por la red

neuronal artificial subestiman estos resultados y muestran una tendencia a comportamiento normal.

Tabla 8-8.

Resultados para el mes mas seco (julio) en el afio 2010

Resultados ANN

NombreEstacion Afio Zona Valor Mes Altitud SPI_1 SPI_1_label target  Evento Categoria del
extremo resultado
AEROPUERTO A 2010 Baja 75.6 7 970 141  Moderately wet 5.00 3.99 Normal
BONILLA
[26075040]
AUSTRIA 2010 Alta 192 7 1750 1.86 Very wet 6.00 4.38  Normal
[26090880]
BOLO BLANCO 2010 Alta 165 7 2410 1.79  Very wet 6.00 415 Normal
[26070590]
CALI SEDE IDEAM 2010 Baja 148 7 983 1.70 Very wet 6.00 4.62 Moderadamente
[26080310] hdmedo
CHAMBU 2010 Media 98 7 1350 155  Very wet 6.00 5.08 Moderadamente
[26075090] hdmedo
DIANA LA 2010 Alta 97 7 1626 2.37  Extremely wet 7.00 4.63  Moderadamente
[26075110] himedo
ESPERANZA 2010 Baja 28 7 1055 0.38  Normal precipitation 4.00 435 Normal
PRADERA
[26070170]
FLORIDA [26070760] 2010 Baja 142 7 1059 2.21  Extremely wet 7.00 3.37  Moderadamente
seco
INGENIO 2010 Baja 146.3 7 1059 1.87  Very wet 6.00 4.67 Moderadamente
MANUELITA himedo
[26075050]
PALMIRA ICA 2010 Baja 102.6 7 1018 155  Very wet 6.00 3.85 Normal
[26075010]
SAN EMIGDIO 2010 Media 253 7 1272 199 Very wet 6.00 446 Normal
[26095180]
SAN NICOLAS 2010 Alta 281 7 2100 171 Very wet 6.00 5.14 Moderadamente
[26090430] hdmedo
SOLEDAD LA 2010 Alta 215 7 2160 2.06 Extremely wet 7.00 6.38  Muy himedo
[26070610]
TENJO [26090300] 2010 Media 209 7 1500 2.10  Extremely wet 7.00 3.40 Moderadamente
seco
ZAPATA LA 2010 Media 174 7 1119 2.09  Extremely wet 7.00 4.64 Moderadamente
[26070110] himedo

Por otro lado, para noviembre de 2010 (Tabla 8-9) las estimaciones de evento extremo de

precipitacion son muy cercanas a la clasificacion obtenida por el SPI-1. Se puede observar que el

resultado numérico es muy cercano al objetivo y a la clasificacién de la categoria corresponde uno a

uno con la etiqueta del analisis con SPI.
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Tabla 8-9.

Resultados para el mes mas himedo (noviembre) en el afio 2010

Resultados ANN

NombreEstacion | Afio Zona Valor Mes Altitud SPI_1 SPI1_1_label target Evento Categoria del
extremo resultado

AEROPUERTO 2010 Baja 381.2 11 970 2.71  Extremely wet 7.00 7.09 Extremadament

A BONILLA e himedo

[26075040]

AUSTRIA 2010 Alta 511 11 1750 1.45 Moderately wet 5.00 5.02 Moderadamente

[26090880] hiimedo

BOLO BLANCO | 2010 Alta 601 11 2410 158 Very wet 6.00 5.38 Moderadamente

[26070590] hdmedo

CALI SEDE 2010 Baja 182.6 11 983 1.33  Moderately wet 5.00 5.20 Moderadamente

IDEAM hdmedo

[26080310]

CHAMBU 2010 Media 459 11 1350 2.09  Extremely wet 7.00 6.94  Extremadament

[26075090] e himedo

DIANA LA 2010 Alta 281 11 1626 1.17  Moderately wet 5.00 5.20 Moderadamente

[26075110] hamedo

ESPERANZA 2010 Baja 519 11 1055 2.70  Extremely wet 7.00 7.76  Extremadament

PRADERA e himedo

[26070170]

FLORIDA 2010 Baja 451 11 1059 1.87 Very wet 6.00 6.05 Muy himedo

[26070760]

INGENIO 2010 Baja 355.6 11 1059 2.23  Extremely wet 7.00 5.99  Muy himedo

MANUELITA

[26075050]

PALMIRA ICA 2010 Baja 397.8 11 1018 2.93  Extremely wet 7.00 7.24  Extremadament

[26075010] e himedo

SAN EMIGDIO 2010 Media 398 11 1272 1.75 Very wet 6.00 6.10 Muy himedo

[26095180]

SAN NICOLAS 2010 Alta 431 11 2100 0.53  Normal precipitation 4.00 481 Moderadamente

[26090430] himedo

SOLEDAD LA 2010 Alta 519 11 2160 155 Very wet 6.00 5.81 Muy himedo

[26070610]

TENJO 2010 Media 478 11 1500 2.54  Extremely wet 7.00 7.00 Extremadament

[26090300] e himedo

ZAPATA LA 2010 Media 442 11 1119 2.14  Extremely wet 7.00 7.16  Extremadament

[26070110] e himedo

En la Figura 8-12 se pueden visualizar los resultados del modelo ANN implementado. Para julio de

2010 existe una tendencia en algunas zonas hacia eventos hlimedos, para noviembre la tendencia es

mucho mas marcada sobre todo para la zona media de la cuenca.

Evento Extremo

l Ext. Himedo

Normal

Ext. Seco

Figura 8-12: Resultados para julio y noviembre de 2010

Fvento Fxtremo

Im Himedo
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Los resultados para los meses mas seco y humedo en el afio 2021 (Tabla 8-10y Tabla 8-11) muestran
que la red tiende a aproximarse mas al valor “normal” incluso aunque hay ciertos valores que difieren

ligera 0 moderadamente de ellos. Esto puede implicar un sesgo interno de la red.

Tabla 8-10.
Resultados para el mes mas seco (julio) en el afio 2021

Resultados ANN

NombreEstacion Afio  Zona Valor Mes Altitud SPI_1 SPI1_1_label target Evento Categoria del

extremo resultado
AEROPUERTO 2021 Baja 54.4 7 970 0.84  Normal precipitation 4.00 432 Normal
A BONILLA
[26075040]
CALI SEDE 2021 Baja 713 7 983 0.64  Normal precipitation 4.00 4.24  Normal
IDEAM
[26080310]
CENICANA 2021 Baja 45.7 7 128 1.04 Moderately wet 5.00 4.03  Normal
[26075080]
ESPERANZA 2021 Baja 39 7 1055 0.71  Normal precipitation 4.00 4.17 Normal
PRADERA
[26070170]
FLORIDA 2021 Baja 71 7 1059 0.96  Normal precipitation 4.00 3.96 Normal
[26070760]
PALMIRA ICA 2021 Baja 60.4 7 1018 0.72  Normal precipitation 4.00 3.96 Normal
[26075010]
Tabla 8-11.

Resultados para el mes mas himedo (noviembre) en el afio 2021

Resultados ANN

NombreEstacion Afio  Zona Valor Mes Altitud SPI_1 SPI1_1_label target  Evento Categoria del

extremo resultado
AEROPUERTO A 2021 Baja 74.1 11 970 -0.26  Normal precipitation 4.00 4.07 Normal
BONILLA
[26075040]
CALI SEDE 2021 Baja 121.6 11 983 0.26  Normal precipitation 4.00 4.20 Normal
IDEAM [26080310]
CENICANA 2021 Baja 119.2 11 128  -0.03 Normal precipitation 4.00 4.14  Normal
[26075080]
ESPERANZA 2021 Baja 135 11 1055 -0.03  Normal precipitation 4.00 4.26  Normal
PRADERA
[26070170]
FLORIDA 2021 Baja 135 11 1059  -1.23  Moderately dry 3.00 4.09  Normal
[26070760]
PALMIRA ICA 2021 Baja 166 11 1018 0.62  Normal precipitation 4.00 4.09 Normal
[26075010]

En efecto, los resultados para esos periodos simplemente muestran un comportamiento normal tal

como se muestra en la Figura 8-13.
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Figura 8-13: Resultados para julio y noviembre de 2021

La mayoria de los resultados obtenidos usando la red neuronal entrenada genera valores normales
para todas las estaciones, algunos casos particulares se dan para diciembre de 2012 (Figura 8-14) y
febrero de 2007 (Figura 8-15) muestran leves tendencias a eventos hdmedos y secos
respectivamente, pero en general no se puede demostrar que la red este generando resultados
confiables, s6lo una identificacidn general de los patrones de precipitacion acorde con lo esperado
del SPI-1.

Evento Extremo
Ext. Himedo

Figura 8-14: Resultados para diciembre de 2012
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Evento Extremo
Ext. Himedo

Figura 8-15: Resultados para febrero de 2007

8.5 Conclusiones

Las redes neuronales implementadas pueden emplearse para entender de forma general los patrones
de precipitacion y las tendencias hacia eventos extremos en la cuenca hidrogréfica del rio Bolo, pero
se encontro tendencia al sesgo de estimacion en algunos casos hacia comportamiento normal en lugar
de tendencia hacia algun tipo evento extremo encontrado por el SPI, lo que implicaria que la red
estaria realizando una aproximacion que para este caso podria no ser muy adecuada. Seria necesario
corroborar con una mejor base de datos si este efecto es correcto para el tipo de salida establecida en

este estudio.

Se concluye que una red de 3 capas ocultas con 15 neuronas cada una ofrece un resultado 6ptimo lo
que es bastante cercano a la intuicion empirica de la arquitectura correcta. El algoritmo de
regularizacion Bayesiana generd los mejores resultados con un R de 0.8 seguido de Levenberg-
Marquardt con un R de 0.76. Estos valores son adecuados para una primera iteracién, pero no son
suficientemente robustos para utilizarlos en la practica, una posible solucién es mejorar la calidad

de los datos o recopilar mejores pares entrada-salida para el entrenamiento.

El enfoque de esta red neuronal fue una regresion, por lo que las funciones de activacion de las capas
ocultas y la ltima capa se seleccionaron siguiendo ese criterio sin embargo cabe la posibilidad de
utilizar otros enfoques, por ejemplo, los orientados en clasificacion. Ademas, los graficos del
rendimiento de las redes luego del entrenamiento mostraron una distribucién particular para los datos
objetivo, esto se debe al uso de datos enteros para la tarea de regresion, en efecto la salida directa de
la red es un valor continuo lo que puede influir en un desempefio menor al potencial para este tipo
de red.
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Se optd por utilizar la categorizacion numérica sobre el valor directo de SPI-1 partiendo del supuesto
que esto evitaria las limitaciones directas del SPI al referirse concretamente al tipo de evento
extremo, sin embargo, esto no logro verificarse al evaluar los resultados de la red neuronal con
distintos periodos de estudio. El indice ONI sirve como referencia al investigador para comprobar
las salidas generadas por la red, a futuro este podria emplearse directamente en los datos de

entrenamiento.
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9. Analisis comparativo

Los modelos implementados con cada paradigma de inteligencia artificial demuestran su
dependencia del tipo y calidad de datos. En este caso el analisis se restringi6 a datos de precipitacion
debido a su disponibilidad, esto influyd directamente en el disefio de los sistemas de inteligencia
artificial, particularmente en la seleccién de las entradas y salidas. Aungue el sistema de I6gica difusa
por definicion no depende de datos objetivo ya que no requiere entrenamiento, estos si serian

necesarios para poder aplicar una validacion de su rendimiento.

En este caso se busco realizar un andlisis representativo de la precipitacion de forma espacial y
temporal, dados los tipos de datos y disponibles y su distribucién espacial en el area de estudio, se
optd por utilizar como salida objetivo el patron de evento extremo ya que este ofrece informacion
maés distintiva y digerible, al ser una variable categ6rica permite ser incluida con facilidad tanto en

el sistema de inferencia difuso como para el modelo de red neuronal artificial.

Las metodologias generales para cada una de las técnicas implementadas difieren en la mayoria de
sus pasos, pero son congruentes a la hora de definir las variables de entrada y salida, esto permite
gue puedan ser comparadas entre si al modelar la misma funcién de estimacion. Para el caso de la
I6gica difusa la base de conocimiento derivada del andlisis exploratorio permitié definir la variable
objetivo, por las caracteristicas intrinsecas de este tipo de enfoques se optd por utilizar Gnicamente
3 variables de entrada. Para las redes neuronales existio mayor permisividad al no verse tan afectada

por el problema de la dimensionalidad, por esta razon se incluyeron 8 variables de entrada.

Tanto la red neuronal artificial como el sistema de inferencia difuso generan resultados numéricos
gue luego son categorizados, sin embargo, estos resultados representan valores completamente

diferentes entre si. Para el caso de légica difusa el valor numérico en la salida del sistema es el
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resultado de la operacion de inferencia de la red seguido de la defuzzificacion, esto permite definir
el conjunto difuso al que pertenece este valor, pero no puede interpretarse como una probabilidad de
pertenencia ni asociarse con una magnitud fisica. Para la red neuronal artificial, en cambio, al tratarse
de un enfoque de regresion el resultado numérico si es equivalente al resultado de la variable objetivo
para el entrenamiento siempre y cuando cualquier normalizacion sea revertida en caso de que se
haya aplicado alguna para la salida. Esto implica que, aunque la interpretabilidad del modelo en si
es mayor para el sistema de inferencia difuso, la interpretabilidad de los resultados numéricos es

ligeramente mayor para la red neuronal artificial.

Debido a la dependencia de la red neuronal del valor SPI-1 para el entrenamiento en el enfoque
empleado, este modelo no puede extraer las caracteristicas locales tal como lo hace el sistema de
inferencia difuso. Esto se debe a que la seleccidn de la variable de salida limita directamente el
entrenamiento del modelo. Si la variable seleccionada no contiene informacion extensa de los
patrones de precipitacion contextualizados el modelo supervisado no puede aprender mas alla de lo
gue se le proporciona. Este problema podria solucionarse seleccionando otra variable objetivo para
determinar si internamente las variables explicativas permiten aproximar un mapeo hacia dicha
variable objetivo. También se podrian emplear otros enfoques como aprendizaje no supervisado o
semi supervisado para extraer elementos con caracteristicas en comun que estén relacionados al

comportamiento de la precipitacion en la cuenca.

Para ambos modelos se decidi¢ utilizar el software MATLAB y los Toolboxes de l6gica difusa y
aprendizaje profundo respectivamente. Se realiz6 de esta manera debido a que este enfoque facilitd
la implementacion de los modelos y la generacion de los gréaficos. Para el caso particular de ldgica
difusa, no se encontraron librerias ni frameworks similares en otro software o lenguaje de
programacion que tuviera las caracteristica y herramientas del Toolbox de MATLAB. Para las redes
neuronales, por el contrario, si existe una gran cantidad de librerias en lenguaje Python y R, al igual
gue maultiples programas que permiten implementarlo programaética y visualmente, pero se decidié

utilizar MATLAB para tener cierta consistencia a la hora de comparar los modelos.

El sistema de inferencia difuso es més sencillo de utilizar y ejecutar, ya que depende inicamente de
3 entras (precipitacion mensual, mes y altitud), las cuales deben ingresarse en su magnitud original.
La red neuronal requiere 5 entradas adicionales que podrian requerir un célculo u operacién previa
(méximos, minimos o conteo), y adicionalmente requieren de un preprocesamiento que, si bien
puede incluirse dentro de un script, no hace parte directamente de la interfaz del Toolbox de

aprendizaje profundo.
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Ambos modelos demostraron potencial para estimar la tendencia de la precipitacion a nivel local en
la cuenca del rio Bolo, esto es de gran utilidad para identificar rapidamente el estado de la cuenca
respecto a la variable precipitacion. Las visualizaciones también requieren un posprocesamiento
adicional que no hace parte de los resultados de los modelos como tal, esto debe tenerse en cuenta
pues sefiala que un resultado significativo no puede obtenerse Unicamente con los resultados de los
modelos, sino que estos deben procesarse y mostrarse al usuario de una forma que le faciliten una

interpretacién adecuada y es necesario para ambos modelos.

En términos de adaptabilidad a nuevas variables de entrada la red neuronal artificial proporciona
mayor flexibilidad. Por ejemplo, si se tiene acceso a nuevos datos de variables meteorol6gicas como
temperatura o velocidad del viento, luego del preprocesamiento de estas, es suficiente con agregarlas
como nuevas variables de entrada a la arquitectura ya establecida y realizar el entrenamiento tal cual
se realiz6 para este caso. Para el sistema de légica difusa seria necesario establecer las funciones de
pertenencia y adicionar nuevas reglas de implicacion. Al tenerse el problema de la dimensionalidad,
no seria eficiente tener méas de 3 entradas y aunque se usara un disefio en cascada, seria necesario
establecer rigurosamente las relaciones logicas entre cada una de las etapas del sistema difuso lo que

implicaria un mayor conocimiento experto sobre la cuenca de estudio.

La obtencién de datos de nuevas estaciones beneficiaria tanto al sistema de inferencia difuso como
a la red neuronal artificial. Para el sistema de inferencia difuso no seria necesaria ninguna
modificacion, pero la mayor cantidad de datos favoreceria su validacion con datos reales. Para la red
neuronal se tendrian mas datos de entrenamiento lo que podria incidir en el nimero de épocas de
entrenamiento y es probable que algunos algoritmos de entrenamiento se vean beneficiados mas que
otros logrando un mejor rendimiento, aungue no es garantizado. Por regla general, mayores datos de
entrenamiento favorecen el rendimiento de la red neuronal artificial, pero dependiendo del caso

también requieren una red mas profunda, es decir, con mayor nimero de capas ocultas.

Para esta investigacion se intentdé aproximar el mapeo de entradas y salidas para tener modelos
equivalentes de I6gica difusa y redes neuronales, sin embargo, y tal como se muestra en la revision
de literatura, cada una de estas técnicas tiene mdaltiples aplicaciones. Las redes neuronales, en
particular, cuentan con diversas arquitecturas adaptadas al tipo de datos de entrada y la tarea de
aprendizaje. Para este caso se implement6 una red neuronal sencilla dada la limitacion en cuanto
cantidad y calidad de datos, pero cabe la posibilidad de explorar arquitecturas mas complejas si se

logran recopilar datos de otras fuentes como sensores remotos teniéndose en cuenta que seria
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necesario incluir alguna metodologia adicional para resolver la limitante de la resolucion espacial y
la combinacion con las variables locales, o utilizar nicamente los datos de sensores remotos como
entradas. Los modelos de l6gica difusa, en cambio, no son muy apropiados para aproximar funciones
con datos no estructurados, por lo que los datos de los sensores remotos en bruto no serian adecuados
como datos de entrada y en este caso la versatilidad de las redes neuronales es favorable sobre la

I6gica difusa.

Una restriccion general que presentan ambos modelos es su incapacidad de cuantificar el grado de
incertidumbre de los resultados. Una forma de remediar esta limitacion es incluir la informacion de
la incertidumbre estadistica directamente como variable objetivo de los modelos, también es posible

utilizar maltiples modelos y aplicar un andlisis estadistico sobre sus resultados.

Desde el punto de vista de replicabilidad en otros contextos, el modelo de red neuronal artificial
podria utilizarse tal cual se encuentra implementado reemplazando Unicamente las variables de
entrada, podria utilizarse el modelo pre entrenado o entrenarse nuevamente con datos de otra cuenca
hidrografica. EI modelo de inferencia difusa podria usarse con datos de otra cuenca, pero lo
recomendable es redisefiar el sistema incluyendo las funciones de pertenencia y las reglas de
implicacion. A menos que se realice el analisis con otra cuenca con caracteristicas muy similares a

la cuenca del rio Bolo, el modelo actual no podria ser utilizado directamente.

Una de las razones que generan resistencia para el uso de la inteligencia artificial en este tipo de
aplicaciones tiene relacion con la capacidad del investigador o usuario del modelo de interpretar o
explicar como el modelo llegd al resultado generado. El sistema de inferencia difusa visiblemente se
puede categorizar como un modelo de caja blanca puesto que las reglas de inferencia y las funciones
de pertenencia claramente evidencian la forma en que se realiza el mapeo de las entradas a la salida,
por ejemplo, se puede identificar las reglas de inferencia que se aplican sobre unas entradas de
precipitacion, mes y altura particulares si se realiza su clasificacién en funciones de pertenencia.
Para la red neuronal artificial realizar este procedimiento no es tan sencillo incluso con una red
pequefia dado que las transformaciones no lineales y el nimero de pardmetros de la red no tienen
una explicacion linguistica tal como en la légica difusa. De esta manera, la red neuronal artificial
como modelo de caja negra no tiene esa caracteristica de interpretabilidad que si tiene la logica

difusa.

Finalmente, la aplicabilidad de estos modelos para el anélisis ambiental depende ampliamente del

caso de uso y ambos modelos presentan potencial para la gestion del recurso hidrico. Aunque se



118

Estimacidn de la precipitacion en la cuenca hidrogréfica del rio Bolo con técnicas de

inteligencia artificial

requiere un estudio més detallado y extenso, posibles aplicaciones serian usarlos como herramienta

de andlisis rapido para proyecciones de sequia o inundaciones. También seria posible incluirlas como

linea base de informacion para evaluacion de vulnerabilidad o estrategias de adaptacion o incluso

para facilitar el monitoreo en tiempo real de la precipitacion y ayudar a los sistemas de soporte de

decisiones. Estos temas escapan al alcance de esta investigacion, pero la exploracion de las

facultades de estos modelos ha demostrado que pueden ser herramientas valiosas para dichos efectos.

En la Tabla 9-1 se muestra una sintesis de varios criterios relevantes al analizar un modelo de

inteligencia artificial. Estos elementos se derivan de la interpretacion del investigador respecto a

cada uno de los modelos implementados tal como se describe en capitulos anteriores.

Tabla 9-1.

Comparacion entre el sistema de inferencia difuso y la red neuronal artificial

Criterio Descripcién Sistema de inferencia difuso Red neuronal artificial
tipo Mamdani
Requisitos de las | Qué Una vez se tienen los datos en limpio,no  Luego de la limpieza de datos es necesario

variables de

entrada

Requiere

preprocesamiento

Complejidad  del
modelo

caracteristicas
deben tener las
variables de
entrada para poder
utilizarse en el
modelo.

Las variables de
entrada deben
preprocesarse
antes de usarse en

el modelo

Numero de
parametros,

arquitectura, etc.

se requiere preprocesamiento de las
variables de entrada, se puede utilizar
directamente precipitacion, mes'y altitud

conservando sus magnitudes y unidades

No requiere preprocesamiento.

El modelo consiste en 3 variables de
entrada y 1 variable de salida. Las
funciones de pertenencia contienen
funciones trapezoidales con 4 categorias
para la precipitacion, 4 para el mesy 3
para la altitud, para un total de 48 reglas
de implicacion. La variable de salida
tiene 7 categorias. En general es un
modelo sencillo se emplean las
funciones tipicas para las operaciones de
légica

difusa y el proceso de

implicacion.

aplicar un preprocesamiento (escalamiento y
normalizacién) dependiendo de la variable
puede ser una funcién especifica. Es necesario
realizar este procedimiento siempre antes de

enviar al modelo

Todas las variables requieren
preprocesamiento (normalizacion 0
escalamiento), dependiendo del tipo de

variables este preprocesamiento puede ser una
normalizacion estandar, una normalizacion de
minimo y méximo, la aplicacion de una
funcién  trigonométrica para establecer
periodicidad o una funcién personalizada.

Es una red multicapa de Backpropagation con
una arquitectura de 3 capas ocultas con 15
neuronas cada una. Tiene 8 variables de
entrada y 1 variable de salida. Se emplean
funciones de activacién sigmoideas en las
capas excepto en la tltima en la que se emplea
una funcién lineal. Es una arquitectura sencilla
de red neuronal artificial para tarea de

regresion.
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Tabla 9-1. (Continuacion)

Criterio Descripcion Sistema de inferencia Red neuronal artificial
difuso tipo Mamdani
Requiere La variable de salida Se usa el valor numérico del Es necesario aplicar una normalizacién o

postprocesamiento requiere un post

procesamiento para
Rendimiento Con qué grado de
precisién cada modelo
puede generar la salida
dado un conjunto de

entradas

Habilidad

generalizar

para | Qué tan bien se

comporta el modelo

con datos nuevos

Robustez Qué tan bien se

comporta el modelo
con datos de entrada
imprecisos

Qué
definir

Facilidad de

implementacion

tan dificil es
y poner en
marcha el modelo en
una herramienta de
software.

Interpretabilidad Qué tan facil es para el
investigador 'y el
usuario entender el
proceso de decision
realizado por el modelo

Recursos tanto

Qué

computacional se

poder
computacionales
requiere para ejecutar

el modelo

modelo para determinar el

conjunto difuso al que
pertenece
Depende de la interpretacion

de los resultados. Al no

tenerse validacion (podria

realizarse aumentando la

base de datos o
consiguiendo datos

especificos)

No habia suficientes datos para la
validacion y  determinar la

generalizacion.

Pruebas adicionales con mas datos
son necesarios para determinar la
robustez.

Se  implementé  directamente
usando la
Toolbox de MATLAB para légica
difusa.

interfaz gréfica del

Las reglas de implicacion son
definidas por el investigador,
cualquier usuario puede acceder a
ellas e identificar los criterios de
decisiéon. Las superficies de
respuesta también

Puede ejecutarse en un computador
personal. No conlleva mucho

tiempo de ejecucion.

escalamiento inverso y una asignacion

categorica

Para el mejor modelo seleccionado se cuenta

con un R total de 0.8 respecto al SPI-1.

Con el mejor modelo se obtiene un R de 0.67
vs un 0.64 para el segundo mejor modelo con
los datos de prueba. Dado que los datos de
prueba corresponden a datos con los que no ha
sido entrenada la red se pueden asumir como
medidas de generalizacion.

Pruebas adicionales con mas datos son

necesarios para determinar la robustez.

Se implement6 en codigo usando el Toolbox
de MATLAB para aprendizaje profundo.
Algunos algoritmos  adicionales  fueron
necesarios para el preprocesamiento de las
variables de entrada.

El proceso se realiza internamente en la red, es
necesario un andlisis de sensibilidad para
comprender la influencia de cada variable de
entrada. Al ser un modelo de caja negra no es

facil interpretar el proceso interno que realiza.

Puede implementarse y ejecutarse en un

computador personal. Requiere algunos
minutos para la fase de entrenamiento,

posteriormente la ejecucion no es extensa.







10. Conclusiones y recomendaciones

10.1 Conclusiones

La compilacion de los datos de precipitacion demostro ciertas limitaciones dada la baja distribucion
espacial y temporal de estos y el acceso general a las plataformas de descarga, aunque hay datos de
buena calidad en ciertos rangos son necesarios métodos de interpolacion o transformaciones
adicionales para extender su usabilidad. EI analisis exploratorio de los datos permiti6 confirmar que
se pueden incluir datos de un buffer espacial alrededor de la cuenca para fortalecer el analisis de la
precipitacion; se comprobd la diferenciacion de las zonas baja, media y alta de la cuencay el régimen
de precipitacion bimodal con ligeras diferencias, elementos usados como base de conocimiento para

la implementacién de los sistemas de Idgica difusa y red neuronal artificial.

El modelo de ldgica difusa, aunque permite mayor interpretabilidad, esta sujeto a la eleccion de un
numero de variables explicativas menor que las que pueden usarse en el modelo de redes neuronales,
pero presenta mejores resultados en general para la identificacion de los patrones de precipitacion y
la tendencia hacia los eventos extremos. La visualizacion de los resultados obtenidos con el sistema
de inferencia difuso es mas acorde con lo esperado a partir del andlisis exploratorio y el

comportamiento historico de la precipitacién en el rio Bolo.

El modelo de red neuronal artificial tiene una métrica de desempefio con una tendencia a resultado
positivo, pero en los ejemplos concretos se desvia demasiado de los valores objetivo. El andlisis
iterativo de multiples configuraciones e hiperpardmetros fue necesario para encontrar un resultado
Optimo. La visualizacion de los resultados obtenidos con la red neuronal artificial demostré un sesgo
hacia el comportamiento normal pues en la mayoria de los casos no se generd una estimacion
correcta del tipo de evento extremo lo que si se obtiene para el modelo de I6gica difusa. En ambos
casos no hay suficientes datos para una validacion correcta, esto requiere mejorar la base de datos

utilizada.

A partir de los resultados obtenidos y como se expuso la tabla comparativa, se puede concluir que el

sistema de inferencia difuso implementado tiene una estructura mas sencilla que la red neuronal
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artificial, pero al pertenecer cada uno a un paradigma diferente de inteligencia artificial no es tan
evidente decidir cuél es el més efectivo a nivel general y depende mucho del caso de estudio. En este
caso en particular el sistema de logica difusa fue mas facil de implementar mostrando ventajas a la
hora de introducir el conocimiento experto y la interpretacion de este, sin embargo, no hubo una
forma estricta de verificacion dada la carencia de datos. Por otro lado, la red neuronal artificial fue
comparativamente un modelo mas complejo requiri6 mayores algoritmos de pre y post
procesamiento, el criterio de seleccién fueron los resultados de rendimiento propios del

entrenamiento que en la visualizacion de resultados no demostraron ser tan precisos.

Respecto al objetivo general del estudio, se demostrd cierta capacidad de estimacion de los modelos
implementados, pero gran parte de los resultados se obtienen con componentes adicionales
encargados de la obtencién, transformacion y preparacion de los datos al igual que el procesamiento
posterior y la visualizacién usando herramientas SIG. Se evidencia que es de gran utilidad

automatizar varias de estas funciones para favorecer un analisis 6ptimo y rapido de la informacion.

A partir de las estimaciones generadas por los modelos se observé que el modelo de Idgica difusa
permite visibilizar comportamientos locales concretos que el indice ONI no refleja correctamente,
por ejemplo, para los meses, dados los posibles impactos del cambio climatico, este tipo de modelos
demuestran potencial para generar estimaciones mas robustas ofreciendo una herramienta Gtil para
la gestion de los recursos hidricos. EI modelo de red neuronal en cambio mostré alto sesgo por el
valor numérico del SPI, esto también evidencia la necesidad de contar con el conocimiento adecuado
para saber interpretar los resultados de este o cualquier otro modelo de inteligencia artificial y poder

discernir entre los resultados validos y los que requieren mayores consideraciones.

Este tipo de investigaciones es de gran relevancia siguiendo los avances recientes en inteligencia
artificial, los posibles impactos de las actividades antropicas al igual que la evidencia del cambio
climético, junto con los diversos efectos asociados, demuestran la necesidad de establecer y
desarrollar herramientas innovadoras para enfrentar los desafios que estos representan. Sin embargo,
la implementacion de este tipo de sistemas no garantiza un resultado efectivo al problema de estudio,
hay diversos factores que pueden influir en que estos sistemas generen resultados correctos y

utilizables en la préctica.

Debido al alcance en este proyecto, la aplicacion de las técnicas de inteligencia artificial dependio
ampliamente de los datos disponibles. Dentro de la metodologia general del aprendizaje automético

junto a la ciencia de datos, se reconoce que los resultados 6ptimos logran obtenerse en un proceso
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iterativo en el que tanto la calidad de los datos, como los modelos y las métricas de desempefio
pueden actualizarse continuamente. Con los resultados obtenidos se concluye que es necesario
ampliar la base de datos (por lo menos mejorar la recopilacion de las variables) para poder construir
modelos mas robustos y tener mejores herramientas para la validacion de su rendimiento. Debido a
la ausencia de datos correspondientes al patrén de evento extremo de precipitacion se optd por
emplear el SPI lo que conlleva limitaciones en cuanto a los supuestos establecidos sobre el

comportamiento de la precipitacion.

Con los sistemas implementacion se puede observar la variabilidad en la distribucion e intensidad
de la precipitacion en la cuenca hidrografica estda ampliamente ligada a las caracteristicas
climatoldgicas de la region. Los modelos implementados sirven hasta cierta medida para entender y
explicar el comportamiento mensual de la precipitacion en la cuenca hidrogréafica del rio Bolo. Al
emplear evento extremo como salida del sistema se logran vislumbrar los comportamientos atipicos.
Esto hace parte de uno de los ejes centrales en los ejes de accidn respecto al cambio climatico, futuros
proyectos pueden ampliar los resultados de este trabajo para en enfocarse en elementos predictivos

o utilizarlos en acciones de mitigacidn o adaptacion a partir de esta informacién.

10.2 Recomendaciones

Debido a la recopilacion, disponibilidad de datos y alcance de ésta investigacion, se utilizaron
Unicamente datos de precipitacion, sin embargo, bajo las premisas del andlisis hidrolégico y
climéatico seria conveniente incluir otras variables como variables explicativas, por ejemplo,
temperatura, presién atmosférica, humedad y velocidad del viento son buenas candidatas
ampliamente usadas en las referencias bibliograficas, las cuales pueden resultar de gran utilidad y

mejorar el rendimiento de los modelos.

Como se ha mencionado, en este este estudio se trabajé principalmente con datos de precipitacion
locales, y se evidencid baja distribucion espacial de los datos concernientes a la zona de estudio. Los
modelos de inteligencia artificial se implementaron en parte para contrarrestar esas limitaciones,
pero se demostro que también pueden verse afectados por la carencia de datos adecuados. A futuro
se puede hacer uso de datos publicos de otras fuentes internacionales, igualmente teniéndose en
cuenta sus caracteristicas respecto a resolucion espacial y temporal. A criterio del investigador se
utilizaron los modelos de logica difusa y redes neuronales artificiales, aun asi, no se descarta la
posibilidad de utilizar métodos méas avanzados como la asimilacion de datos que favorezcan la

regionalizacidn e integracion de los datos globales y locales, el uso de otras técnicas de inteligencia
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artificial o la implementacion de modelos hibridos para potenciar las ventajas tanto de la légica
difusa como de las redes neuronales artificiales. Estos modelos han demostrado tener potencial para
diversas aplicaciones ambientales que incluyen el monitoreo constante de la precipitacion,
evaluacion de escenarios de sequia o inundaciones, pueden usarse como informacién base para
establecer estrategias de adaptacion o evaluacion de vulnerabilidad, entre otros, que pueden ser tema

de investigacién para futuros proyectos.
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A. Anexo: Especificacion del sistema de

Infe

rencia difuso

El archivo “.fis” con la configuracion del FIS tipo Mamdani:

[System]
Name="'FIS_prec
Type="mamdani'
Version=2.0
NumInputs=3
NumOutputs=1
NumRules=48
AndMethod="min'
OrMethod="max"
ImpMethod="min"
AggMethod="max"

DefuzzMethod="'centroid"

[Inputl]

Name="'Precipitacién [mm]"'

Range=[0 700]
NumMF s=4

MF1="'Baja':'trapmf',[0 © 50 100]
MF2="Media':'trapmf',[50 100 150 200]
MF3="Alta':'trapmf',[150 200 350 400]

MF4="Muy alta':

[Input2]
Name="'Mes'
Range=[0 12]
NumMFs=4
MF1="temporada
MF2="temporada
MF3="temporada
MF4="temporada

[Input3]

"trapmf',[350 400 700 700]

seca menor':'trapmf',[-1.5 -

lluviosa': "trapmf',[1.5 2.
seca principal’:'trapmf’',[
mds lluviosa':'trapmf',[7.

Name='Altitud [m]"'

Range=[0 4000]
NumMFs=3

MF1='Baja':'trapmf',[0 © 1100 1200]
MF2="Media':'trapmf',[1100 1200 1600 1700]
MF3="Alta':'trapmf',[1600 1700 4000 4000]

[Outputl]

Name='Probabilidad de evento extremo’

Range=[0 1]
NumMFs=7
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MF1="Extremadamente seco':'trapmf',[0 © ©0.05 0.075]
MF2="Muy seco':'trapmf',[0.05 0.075 0.15 0.2]
MF3="Moderadamente seco':'trapmf',[0.15 0.2 0.3 0.4]
MF4="Normal': 'trapmf',[0.3 0.4 0.6 0.7]
MF5="Moderadamente humedo': 'trapmf',[0.6 0.7 0.8 0.85]
MF6="Muy humedo':'trapmf',[0.8 0.85 0.925 0.95]
MF7="Extremadamente humedo':'trapmf',[0.925 0.95 1 1]

Rules]
1, 4 (1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
(1)
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B.

Anexo: Reglas de inferencia del

sistema de inferencia difuso tipo

Mamdani

Tabla Anexo B
Reglas de inferencia

Regla  Antecedente then  Consecuente

1 If (Precipitacién [mm] is Baja) and (Mes is temporada seca then (Probabilidad de evento extremo is Normal) (1)
menor) and (Altitud [m] is Baja)

2 If (Precipitacién [mm] is Baja) and (Mes is temporada seca then (Probabilidad de evento extremo is Normal) (1)
principal) and (Altitud [m] is Baja)

3 If (Precipitacién [mm] is Baja) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente seco) (1)
lluviosa) and (Altitud [m] is Baja)

4 If (Precipitacién [mm] is Baja) and (Mes is temporada mas then (Probabilidad de evento extremo is Muy seco) (1)
lluviosa) and (Altitud [m] is Baja)

5 If (Precipitacién [mm] is Baja) and (Mes is temporada seca then (Probabilidad de evento extremo is Moderadamente seco) (1)
menor) and (Altitud [m] is Media)

6 If (Precipitacién [mm] is Baja) and (Mes is temporada seca then (Probabilidad de evento extremo is Normal) (1)
principal) and (Altitud [m] is Media)

7 If (Precipitacién [mm] is Baja) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente seco) (1)
lluviosa) and (Altitud [m] is Media)

8 If (Precipitacién [mm] is Baja) and (Mes is temporada mas then (Probabilidad de evento extremo is Muy seco) (1)
lluviosa) and (Altitud [m] is Media)

9 If (Precipitacién [mm] is Baja) and (Mes is temporada seca then (Probabilidad de evento extremo is Muy seco) (1)
menor) and (Altitud [m] is Alta)

10 If (Precipitacién [mm] is Baja) and (Mes is temporada seca then (Probabilidad de evento extremo is Moderadamente seco) (1)
principal) and (Altitud [m] is Alta)

11 If (Precipitacién [mm] is Baja) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente seco) (1)
lluviosa) and (Altitud [m] is Alta)

12 If (Precipitacién [mm] is Baja) and (Mes is temporada mas then (Probabilidad de evento extremo is Extremadamente seco) (1)
lluviosa) and (Altitud [m] is Alta)

13 If (Precipitacién [mm] is Alta) and (Mes is temporada seca then (Probabilidad de evento extremo is Muy himedo) (1)
menor) and (Altitud [m] is Baja)

14 If (Precipitacién [mm] is Alta) and (Mes is temporada seca then (Probabilidad de evento extremo is Muy himedo) (1)
principal) and (Altitud [m] is Baja)

15 If (Precipitacién [mm] is Alta) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente himedo) (1)
lluviosa) and (Altitud [m] is Baja)

16 If (Precipitacién [mm] is Alta) and (Mes is temporada mas then (Probabilidad de evento extremo is Moderadamente himedo) (1)
lluviosa) and (Altitud [m] is Baja)

17 If (Precipitacién [mm] is Alta) and (Mes is temporada seca then (Probabilidad de evento extremo is Moderadamente himedo) (1)
menor) and (Altitud [m] is Media)

18 If (Precipitaciéon [mm] is Alta) and (Mes is temporada seca then (Probabilidad de evento extremo is Moderadamente himedo) (1)
principal) and (Altitud [m] is Media)

19 If (Precipitaciéon [mm] is Alta) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente himedo) (1)
lluviosa) and (Altitud [m] is Media)

20 If (Precipitacién [mm] is Alta) and (Mes is temporada mas then (Probabilidad de evento extremo is Normal) (1)
lluviosa) and (Altitud [m] is Media)

21 If (Precipitacién [mm] is Alta) and (Mes is temporada seca then (Probabilidad de evento extremo is Moderadamente himedo) (1)
menor) and (Altitud [m] is Alta)

22 If (Precipitacién [mm] is Alta) and (Mes is temporada seca then (Probabilidad de evento extremo is Moderadamente himedo) (1)
principal) and (Altitud [m] is Alta)

23 If (Precipitacién [mm] is Alta) and (Mes is temporada then (Probabilidad de evento extremo is Normal) (1)
lluviosa) and (Altitud [m] is Alta)

24 If (Precipitacién [mm] is Alta) and (Mes is temporada mas then (Probabilidad de evento extremo is Normal) (1)

lluviosa) and (Altitud [m] is Alta)
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Tabla Anexo B. (Continuacion)

Regla  Antecedente then  Consecuente

25 If (Precipitacion [mm] is Media) and (Mes is temporada seca  then (Probabilidad de evento extremo is Moderadamente himedo) (1)
menor) and (Altitud [m] is Baja)

26 If (Precipitacion [mm] is Media) and (Mes is temporada seca  then (Probabilidad de evento extremo is Muy himedo) (1)
principal) and (Altitud [m] is Media)

27 If (Precipitacion [mm] is Media) and (Mes is temporada then (Probabilidad de evento extremo is Normal) (1)
lluviosa) and (Altitud [m] is Alta)

28 If (Precipitacion [mm] is Media) and (Mes is temporada mas  then (Probabilidad de evento extremo is Moderadamente seco) (1)
lluviosa) and (Altitud [m] is Baja)

29 If (Precipitacion [mm] is Media) and (Mes is temporada seca  then (Probabilidad de evento extremo is Normal) (1)
menor) and (Altitud [m] is Media)

30 If (Precipitacion [mm] is Media) and (Mes is temporada seca  then (Probabilidad de evento extremo is Normal) (1)
principal) and (Altitud [m] is Alta)

31 If (Precipitacion [mm] is Media) and (Mes is temporada then (Probabilidad de evento extremo is Normal) (1)
lluviosa) and (Altitud [m] is Baja)

32 If (Precipitacion [mm] is Media) and (Mes is temporada mas  then (Probabilidad de evento extremo is Normal) (1)
lluviosa) and (Altitud [m] is Media)

33 If (Precipitacion [mm] is Media) and (Mes is temporada seca  then (Probabilidad de evento extremo is Moderadamente himedo) (1)
menor) and (Altitud [m] is Alta)

34 If (Precipitacion [mm] is Media) and (Mes is temporada seca  then (Probabilidad de evento extremo is Muy himedo) (1)
principal) and (Altitud [m] is Baja)

35 If (Precipitacion [mm] is Media) and (Mes is temporada then (Probabilidad de evento extremo is Normal) (1)
lluviosa) and (Altitud [m] is Media)

36 If (Precipitacion [mm] is Media) and (Mes is temporada mas  then (Probabilidad de evento extremo is Moderadamente seco) (1)
lluviosa) and (Altitud [m] is Alta)

37 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
seca menor) and (Altitud [m] is Baja)

38 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
seca principal) and (Altitud [m] is Baja)

39 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
lluviosa) and (Altitud [m] is Baja)

40 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
mas lluviosa) and (Altitud [m] is Baja)

41 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
seca menor) and (Altitud [m] is Media)

42 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
seca principal) and (Altitud [m] is Media)

43 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Muy himedo) (1)
lluviosa) and (Altitud [m] is Media)

44 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente himedo) (1)
mas lluviosa) and (Altitud [m] is Media)

45 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Muy himedo) (1)
seca menor) and (Altitud [m] is Alta)

46 If (Precipitacién [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Extremadamente himedo) (1)
seca principal) and (Altitud [m] is Alta)

47 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente himedo) (1)
lluviosa) and (Altitud [m] is Alta)

48 If (Precipitacion [mm] is Muy alta) and (Mes is temporada then (Probabilidad de evento extremo is Moderadamente himedo) (1)

mas lluviosa) and (Altitud [m] is Alta)
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C.

Episodios frios y célidos por temporada. Fuente: (NOAA’s Climate Prediction Center, 2021)

Anexo: Datos ONI

Tabla Anexo C

Datos ONI

Year | DJF | JFM | FMA | MAM | AMJ | MJJ | JJA | JAS | ASO | SON [ OND | NDJ
2000(-17|-14| -11| -08 | -0.7 |-06|-06|-05|-05]|-06 | -0.7 | -0.7
2001,-0.7|-05| -04| -03 |-03]|-01/|-01|-01|-02|-03]|-0.3|-03
2002|-01| O 0.1 0.2 04 | 07]08]09]| 1 1.2 | 1.3 | 11
2003 09 | 06 | 04 0 -03(-02(01(02|03|03] 04|04
2004 | 04 | 03 | 0.2 0.2 02 | 03|05|06| 07|07 07|07
2005| 0.6 | 06 | 04 0.4 03 (01(-01]-01|-01|-03]|-0.6|-0.8
2006|-09|-08| 06| -04 |-01| O |01]|03| 05| 08] 0909
2007|0702 | -01| -03 |-04|-05|-06|-08]-11]-13]|-15]-16
2008 |-16|-15| -1.3 -1 -08 |-06(-04|-02|-02|-041|-06 | -0.7
2009 |-08|-0.8 | -06 | -0.3 0 03 (05|06 0.7 1 14 | 1.6
Year | DJF | JFM | FMA | MAM | AMJ | MJJ | JJA | JAS | ASO | SON | OND | NDJ
2010| 15| 1.2 | 0.8 04 |-02|-07| -1 |-13|-16|-16| -16 |-1.6
2011|-14|-12| 09| -07 | -06 |-04|-05|-06|-08| -1 |-11| -1
2012|-09|-07| -06| -05 |-03| 0O |[02|04| 04| 03] 01 |-02
2013|-04|-04| -03| -03 |-04]|-04|-04]|-03|-03|-02]|-02|-03
2014|-04 | -05| -0.3 0 02 02| 0 |01]|02|05]| 06|07
2015| 05 | 05 | 05 0.7 09 |12 |15|19| 22| 24| 26 | 26
2016 | 25 | 21 | 1.6 0.9 04 |-01|-04|-05|-06 |-0.7]| -0.7 | -0.6
2017|-0.3| -0.2 | 0.1 0.2 03 03|01/|-01|-041|-07]|-08] -1
2018|-09|-09|-07| 05 |-02| 0 |01|02| 05| 08| 09|08
2019| 0.7 | 0.7 | 0.7 0.7 05 (05{03|01|02|03]| 05]05
Year | DJF | JFM | FMA | MAM | AMJ | MJJ | JJA | JAS | ASO | SON | OND | NDJ
20201 05 | 05 | 04 02 |-01|-03[-04|-06|-09]|-121|-13]-12
2021 -1 |-09| -08| -07 | -05|-04|-04]|-05|-0.7]|-08]| -1 -1
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D. Anexo: Funciones para la ejecucion
de la red neuronal artificial en MATLAB

function [net, tr] = run_nn(df_inputs, df_outputs, layers_list, trainFcn, epochs,
activation_fc, activation_fc_out, performrcn)
% RUN_NN Creates and trains neural network

% Convert table to array
table2array(df_inputs)';
table2array(df_outputs)';

<
/]

% Create neural network )
net = feedforwardnet(layers_1list);

% Set the training, validation, and testing data
net.divideFcn = 'dividerand';

net.divideMode = 'sample'; % static network
net.divideParam.trainRatio = 0.6;
net.divideParam.valRatio = 0.2;
net.divideParam.testRatio = 0.2;
%net.trainParam.max_fail = 10000;
%net.trainParam.1r 0.001;
%net.trainParam.mc 0.9;

%net.performParam.regularization = 0.01;
%net.performParam.normalization = 'percent';

net.trainFcn = trainFcn; % training algorithm
net.trainParam.epochs = epochs; ]
net.performfFcn = performFcn; % Toss function

% Set activation function for hidden layers
for i = 1l:length(net.layers) ) i

g net.layers{i}.transferFcn = activation_fc;
en

% Set activation function for output layer
n_layers = size(layers_1list,2); . .
net. layers{n_layers+1}.transferFcn = activation_fc_out;

% Train the network
net.trainParam.showwindow = true;
net.trainParam.showCommandLine = true;
[net, tr] = train(net, X, y);

end

function [R_, R_squared_, performance] = performance_nn(net, tr, df_inputs, df_outputs)
% performance_nn cCalculates performance for neural network

% Convert table to array
table2array(df_inputs)';
table2array(df_outputs)';

x
o

% Get train, validation and test data
y_pred = net(X);

y_pred_train = y_pred(tr.trainind);
y_pred_val = y_pred(tr.valind);



131

y_pred_test = y_pred(tr.testInd);
y_train = y(tr trainind);

y_val = y(tr.valind);

y_test = y(tr.testInd);

% Plot regression
plotregression(y_train, y_pred_train, 'Train', y_val, y_pred_val, 'validation',
y_test, y_pred_test, 'Testing', y, y_pred, "ATl")

% Calculate the correlation coefficient (R)

R = corrcoef(y', y_pred');

R = R(1, 2); % Extract the correlation coefficient from the correlation matrix
disp(['R: ", num2str(R)]);

% Calculate the R-squared value

SSR = sum((y_pred - y).A2);

TSS = sum(((y - mean(y)) A2));
R_squared = 1 - SSR/TSS;

disp(['RA2: ‘, num25tr(R_squared)]);

% Calculate the final performance using a specific performance function
plotperf(tr);
performance = perform(net, y_test, y_pred_test);

% Assign outputs

R_ = R;

R_squared_ = R_squared;
end

function [df_results, y_pred] = eval_nn(net, df, df_inputs)
% eval_nn evaluates neural network and add the result to input table

% Convert table to array
X = table2array(df_inputs)';

% Get neural network results
y_pred = net(X);

% Duplicate table and add results to table
df_results = df;
df_results. ("NN") = y_pred';

end
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