
Diseños óptimos para modelos con respuesta Beta en
modelamiento conjunto de media y precisión

Marı́a Fernanda Zárate Jiménez
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Tı́tulo en español
Diseños óptimos para modelos con respuesta beta en modelamiento conjunto de media
y precisión

Title in English
Optimal design for beta response model with joint mean and precision modeling.

Resumen: En este trabajo se propone el uso de diseños óptimos como una forma de
experimentación controlada cuando la variable a investigar en el experimento esta
restringida al intervalo (0, 1), lo cual sucede cuando se tienen tasas, ı́ndices, proporciones
continuas, etc. Por lo tanto, en este trabajo se construyen diseños localmente D-óptimos
para datos que siguen una distribución Beta teniendo en cuenta simultáneamente
estructuras de regresión para la media y la precisión.
Como los diseños dependen de la elección de los valores de los parámetros y de
las funciones de enlace de la media y la precisión, se realiza la exploración de los
diseños para distintas especificaciones de estos dos componentes del modelo. Como
resultado se formulan una serie de conclusiones acerca de la dinámica de los cambios
en la configuración del diseño que son de gran utilidad para aquellos usuarios que
implementen esta metodologı́a de experimentación.
Previamente a la exploración de los diseños, se desarrolla el Teorema General de
Equivalencia para estos modelos y se ilustra el procedimiento de construcción de los
diseños.

Abstract: This dissertation proposes the usage of optimal design like an approach of
controlled experimentation where the variable to research in the experiment is restricted
on the interval (0,1), thus it arises when rates, indexes, continuous proportions, etc are
considered. Hence, in this thesis locally D-Optimum designs were created for data that
follows the Beta distribution with simultaneous regression structures for the mean and
the precision.
These designs depend of the election not only of the parameters values but also the link
functions for the mean and the precision. This dissertation explores designs for different
specifications for both components in the model. As a result, some conclusions are drawn
about the dynamic of the changes in the configuration design that are useful for users
whom will apply this experimentation methodology.
Before to explore of the designs, the General Theorem of Equivalency is developed for
those models and the procedure for getting these designs is presented.
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1

Introducción

Un experimento que cuenta con una adecuada planeación estadı́stica provee al inves-
tigador reducciones en costos financieros, tiempo y material experimental; conduciendo
por tanto a una eficiencia y sólida inferencia del mismo. Sin embargo, aunque el in-
vestigador controle cuidadosamente todos los factores que están relacionados con un
determinado proceso; el error no puede ser del todo evitado, por lo que la planeación y
el análisis estadı́stico proveen herramientas para sobrellevar estas dificultades.

Como lo demuestran Atkinson et al. (2007) un aumento en el número de corridas
experimentales no necesariamente implica una mayor eficiencia del diseño e incluso
corridas realizadas arbitrariamente pueden hacer que se pierdan propiedades deseables
a nivel inferencial; como por ejemplo que todos los efectos de los factores sean estimados
con la misma precisión y que las estimaciones no dependan las unas de las otras.

El diseño óptimo trata de realizar aportes en la mejora de la experimentación y al
mismo tiempo busca establecer el mı́nimo número de corridas necesarias, de forma tal,
que se obtenga la máxima información acerca del proceso y se garantice una inferencia
eficiente. Por otra parte, el diseño óptimo en otras ocasiones busca hacer la mejor distri-
bución posible de las mediciones dadas algunas restricciones sobre el número de corridas
y/o tratamientos que se pueden realizar.

De manera natural la cantidad de información que aporta un diseño se evalúa a través
de la matriz de información de Fisher, y por tanto, los diseños se basan en procedimientos
cuyo insumo fundamental es dicha matriz; sin embargo, manipular algebraicamente
matrices es complejo y se debe recurrir entonces a funciones que transforman la matriz
en una medida unidimensional de fácil manejo.

El origen de los diseños óptimos se remonta a comienzos del siglo diecinueve cuando
Smith (1918) construyó los diseños óptimos para modelos polinomiales con máximo or-
den igual a seis y demostró su optimalidad bajo el criterio que posteriormente adoptarı́a
el nombre de G-optimalidad. También a mediados del siglo diecinueve Guest (1958) de-
mostró que los diseños óptimos para cualquier modelo polinomial pueden ser obtenidos
mediante la derivación de los polinomios de Legendre.

El trabajo de Smith paso inadvertido durante un tiempo hasta que en Wald (1943)
se retoman sus ideas y se propone la maximización del determinante de X′X (X: ma-
triz diseño) como una medida de la potencia de la estadı́stica F para probar hipótesis
lineales. Posteriormente Kiefer & Wolfowitz (1959) llaman este criterio D-óptimalidad y
extendieron su uso a modelos de regresión en general.

1



CAPÍTULO 1. INTRODUCCIÓN 2

En Kiefer & Wolfowitz (1960) se encuentran las mayores contribuciones a la formali-
zación de la teorı́a del diseño óptimo, debido a que se muestra la idea del diseño óptimo
como una medida de probabilidad sobre un espacio compacto y se resume en la familia de
diseños alfabéticamente óptimos todos los criterios unidimensionales de maximización
de la matriz de información.

Al obtener los mismos resultados bajo el criterio de D-optimalidad y G-optimalidad,
Kiefer & Wolfowitz (1960) sugirieron la equivalencia entre estos dos criterios; establecien-
do ası́, el Teorema General de Equivalencia que provee métodos para realizar algoritmos
que permiten la construcción de los diseños y la verificación de optimalidad de los mis-
mos. Todos estos avances junto con la teorı́a de optimización convexa llevaron a una
década de veloz desarrollo en el área.

En 1987, surge en Alemania el primer seminario MODA (Model-Oriented Design and
Analysis), en donde se reúnen cientı́ficos pioneros en el diseño óptimo experimental para
discernir sobre los avances en el área y los aportes en campos tales como la farmacocinética,
la quı́mica, los ensayos clı́nicos, etc. Recientemente se han llevado a cabo nueve versiones
de este seminario y como resultado Springer ha publicado nueve libros con un compendio
de los artı́culos resultantes de estos encuentros.

Una recopilación de los principales resultados obtenidos en diseños óptimos, hasta
el momento se encuentran en los libros de Fedorov (1972), Silvey (1980), Pazman (1986),
Pukelsheim (1993) y Atkinson et al. (2007).

Los modelos no lineales, modelos lineales generalizados y modelos de regresión Beta
poseen la dificultad que la matriz de información depende de los parámetros a estimar.
Frente a dicho problema, el cual requiere un conocimiento detallado del fenómeno a
estudiar, se han planteado los siguientes enfoques:

• Diseños localmente óptimos: se construye el diseño para una especificación parti-
cular de los valores de los parámetros.

• Diseños bayesianos: se considera una distribución previa para los parámetros des-
conocidos.

• Diseños minimax: se construye el diseño para el peor valor posible de los paráme-
tros.

Atkinson et al. (2007) Cap 22. explora la dependencia de los diseños óptimos a los
parámetros a estimar en los modelos lineales generalizados con una y dos variables
explicativas; y en Atkinson & Cook (1995) estudia los modelos de regresión normal
cuando la varianza no es constante, proponiendo soluciones tales como parametrizar la
varianza o transformar la variable respuesta.

La construcción de los diseños óptimos asume el conocimiento del modelo que rige el
fenómeno de estudio, y por tanto, una de sus componentes denominada distribución de
la respuesta. Dicha componente puede tener diferentes caracterı́sticas intrı́nsecas y por
tanto no se puede asumir una distribución estándar para todos los procesos; por ejemplo,
se pueden tener respuestas de valor real, conteos, proporciones continuas, etc.

A través de los años, la distribución predominante ha sido la Gaussiana, muchas
veces utilizada sin tener en cuenta que los valores de las observaciones no son acordes al
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dominio de esta distribución. Como solución a esto se han desarrollado transformaciones
que llevan los valores de las observaciones originales al rango de la distribución.

Sin embargo, asumir una distribución diferente a la que es natural del fenómeno de
interés, conlleva posiblemente a que se tengan valores predichos fuera del rango que
toma la variable respuesta o, en el caso de las transformaciones, a dificultades en la
interpretación en los parámetros. Adicionalmente, la distribución asumida puede que no
reproduzca las caracterı́sticas intrı́nsecas de la distribución original, tales como la simetrı́a,
la dispersión, etc. Ferrari & Cribari-Neto (2004). Lo anterior motiva al tratamiento de los
datos bajo su distribución original. Por ejemplo, la distribución Beta podrı́a ser utilizada
para modelar una gran variedad de datos experimentales y, aunque en años recientes ha
despertado gran interés, no ha contado con un desarrollo igualmente acelerado en los
dise sño experimentales.

La distribución Beta asume valores en el intervalo abierto (0, 1), en el caso en que
a = 0 y b = 1 la variable cobra especial interés debido a que la misma se asocia a tasas,
ı́ndices, probabilidades y proporciones continuas dadas por ejemplo en variables como
porcentajes de daño, prevalencia de una enfermedad, tasa de desempleo, etc.

En su forma original la distribución posee dos parámetros, uno asociado a la loca-
lización y el otro a la escala, esta puede ser parametrizada de forma tal que se tengan
parámetros más convenientes para la interpretación y para el desarrollo de inferencias. La
parametrización más estudiada para el modelamiento hasta el momento es la de media-
dispersión, la cual es presentada por ejemplo en Jorgensen (1997), Cepeda (2001) y Ferrari
& Cribari-Neto (2004).

La estructura de la matriz de información para este modelo muestra que no se cuenta
con ortogonalidad entre los dos parámetros del modelo y facilita modelar fenómenos en
los cuales hay problemas de heterocedasticidad y sesgo pero por otra parte representa
una mayor dificultad en la creación del diseño, debido a que requiere información tanto
de los parámetros que conforman el predictor de la media como de los parámetros
correspondientes al predictor de la dispersión. Adicionalmente, la presencia de la función
trigama dentro de la matriz de información no permite un manejo analı́tico del problema.

El único desarrollo al respecto, se encuentra en la disertación doctoral de Wu (2004)
bajo la dirección de Valerii Fedorov, quien construye diseños localmente D-óptimos para
el modelo ln p(x) = β0 + β1x y ln q(x) = γ0 + γ1x (p: localización, q: escala) a partir del
algoritmo intercambiable de primer orden (también producto de la tesis). (Wu, 2004) hace
un estudio de sensitividad ante distintas especificaciones de los valores de los parámetros,
cuyos principales hallazgos son los siguientes:

• Al variar los valores de γ0 la eficiencia de los diseños se mantiene constante.

• Se sugiere que el parámetro β1 es el más sensitivo, sin embargo los cambios más
notables en la eficiencia se dan cuando el valor del parámetro difiere en magnitudes
con signo contrario del verdadero valor del parámetro.

• Diseños que contemplan valores en la mitad del espacio de parámetros son más
estables y presentan D-eficiencias pequeñas; por lo tanto este tipo de escogencia es
la que se recomienda cuando el investigador no cuente con alguna idea acerca del
valor de los parámetros.
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En el presente trabajo se pretende hacer una exploración detallada de los diseños D-
óptimos para modelos de regresión Beta bajo la parametrización de media y precisión al
plantear distintos escenarios para los valores de los parámetros y las funciones de enlace.

Para llevar a cabo la exploración en primera instancia se desarrolla el Teorema gene-
ral de equivalencia para estos modelos el cual es utilizado para la implementación del
algoritmo intercambiable de primer orden propuesto por Wu et al. (2005) para generar
los diseños, los cuales son comparados en terminos de cambios de la configuración del
diseño y a través del estudio de la D-eficiencia relativa.

En la primera sección del Capı́tulo uno se presenta los fundamentos del diseño expe-
rimental óptimo, haciendo un recorrido por la definición del diseño continuo y exacto, la
medida de eficiencia del diseño y el Teorema General de Equivalencia y, en la segunda
sección del mismo Capı́tulo, se hace una presentación de la distribución Beta. El segundo
Capı́tulo contiene el desarrollo del modelo de regresión Beta haciendo especial énfasis en
la matriz de información de Fisher, la cual es el insumo fundamental para el desarrollo
del Teorema General de Equivalencia que se presenta en la segunda sección de dicho
Capı́tulo. La exploración de los diseños se expone en el tercer Capı́tulo donde en primer
lugar se explica el algoritmo de construcción, en segundo se muestran algunos ejemplos
para ilustrar al lector como los diseños propuestos difieren de los diseños que se obtienen
bajo una distribución Normal y finalmente, en las secciones 4 y 5, se plantean escenarios
con los valores de los parámetros y las funciones de enlace que permiten deducir la in-
fluencia de estos factores en los diseños y el impacto en la eficiencia al especificar de forma
incorrecta los valores de los parámetros. Adicionalmente se presenta un ejemplo real con
aplicación en el área de fitomejoramiento. Por último, teniendo como base la exploración
realizada en el Capı́tulo 4 se dan una serie de conclusiones y recomendaciones respecto
de los diseños óptimos Beta y se proponen algunos trabajos futuros para desarrollar en el
área.



2

Marco Teórico

2.1. Diseños Óptimos

En la práctica el experimentador está interesado en un proceso que involucra la va-
riable respuesta y que depende de un conjunto de factores x1, . . . , xp que están bajo su
control y que siguen la relación funcional E(y) = f (x1, ..., xp, θ), en principio conocida.

El proposito de la teorı́a de los diseños óptimos es proporcionar al experimentador los
valores de x que le permiten obtener la mejor estimación (en algún sentido) de los valores
de θ. 1

A continuación se hace una descripción general, sin pretender ahondar en detalles
teóricos de la teorı́a de diseños óptimos. En la sección 2.1.1 se presenta el concepto
de experimento y se da la definición de diseño óptimo. Los criterios de optimalidad
son presentados en la sección 2.1.2. La matriz de información en la sección 2.1.3. La
construcción de los diseños y el teorema general de equivalencia en la sección 2.1.4 y
finalmente la sección 2.1.5 da algunas consideraciones que se deben tener en cuenta a la
hora de trabajar con diseños óptimos.

2.1.1. Definición

Se denomina experimento a la colección de variables:


y11, y12, . . . , y1n1 ; . . . y j1, y j2, . . . , y jn j ; · · · ; yp1, yp2, . . . , ypnn

x1; · · · x j ; · · · ; xp
w1; · · · w j ; · · · ; wp

 (2.1)

El conjunto de puntos observables x1, . . . , xp donde toman valores las variables controla-
bles se denomina región diseño y se denotará por χ. En la práctica χ es un subconjunto
compacto de un espacio euclı́deo, que frecuentemente es un intervalo de la recta real o
un producto de ellos.

El vector y j1, y j2, . . . , y jn j corresponde a los valores observados luego de efectuar medi-
ciones en el nivel x j del factor y w j corresponde a una de las siguientes dos posibilidades:

1Se hace énfasis en que la optimalidad se refiere a una estimación óptima bajo un criterio determinado
de los parámetros, y no se refiere a encontrar los niveles de las variables explicativas que satisfacen un valor
óptimo u objetivo, como es el caso de la metodologı́a de superficies de respuesta.

5
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1. La proporción de unidades a las que se les asigna el tratamiento j.

2. El número de unidades que son asignadas al tratamiento j.

Las filas 2 y 3 en 2.1 conforman el diseño del experimento, el cual dependiendo de la
definición de w puede ser de dos tipos:

Diseño discreto o exacto. Es una medida de probabilidad con soporte finito definida
sobre χ tal que a cada punto x j le asigna una probabilidad ξ(n) =

n j

n con n =
∑p

j=1 n j. La
representación simbólica de un diseño exacto es:

ξ(n) =

{
x1 x2 · · · xp
n1
n

n2
n · · ·

np

n

}
. (2.2)

Diseño aproximado o asintótico. En este caso el diseño es una medida de probabilidad
(ξ) con soporte {xi ∈ χ|ξ(x j) > 0} tal que ξ(xi) = wi, donde 0 < wi < 1 y

∑p
j=1 w j = 1, es

simbolizado por:

ξ =

{
x1 x2 · · · xp
w1 w2 · · · wp

}
. (2.3)

Una definición más general se tiene como consecuencia de aplicar el teorema de
Caratheodory (ver Fedorov (1972) (Pag. 66)) al espacio de las matrices simétricas de
orden m 2 y por tanto cualquier medida de probabilidad puede ser un diseño (denominada
diseño óptimo continuo).

Los nombres de los diseños tienen una relación natural con lo que significan. El diseño
es discreto o exacto debido a que corresponde a una medida de probabilidad discreta y
el diseño es aproximado porque en la práctica siempre se cuenta con un número fijo n
de unidades experimentales, por tanto la relación n×wi permite aproximar estos diseños
a diseños exactos. Sin embargo este valor, en general no es un entero, en especial para
tamaños de n pequeños, por lo que se deben emplear técnicas eficientes para realizar una
aproximación que garantice que el nuevo diseño conserve las mismas propiedades del
original (los detalles de las reglas de aproximación son tratados Pukelsheim & Rieder
(1992) y utilizadas en el Capı́tulo 4 del presente trabajo.)

Existen diversos criterios en base a los cuales un diseño experimental puede ser
construido (ver Myers & Montgomery (1996)), algunos de estos son:

1. Asegurar que los valores ajustados en un punto x, se encuentren tan cerca como sea
posible del verdadero valor en el mismo punto.

2. Dar suficiente información para verificar la bondad de ajuste.

3. Permitir que el modelo contemple terminos de orden superior para que faciliten un
encadenamiento secuencial.

4. Proveer una estimación del error experimental puro.

2Para un diseño ξ̃, con m(m+1)
2 + 1 puntos de soporte, se puede encontrar un diseño ξ con un número de

puntos menor o igual en su soporte, tal que M(ξ̃) = M(ξ), donde M(·) es la matriz de información.



CAPÍTULO 2. MARCO TEÓRICO 7

5. Ser robusto a la presencia de outliers.

6. Ser robusto a errores en la especificacion de los niveles de las variables de control.

7. Tener bajo costo.

8. Permitir que el diseño se haga en bloques.

9. Conducir a calculos simples.

Bajo el enfoque del diseño óptimo se desea que las estimaciones de los parámetros
tengan, bajo algun criterio, la mayor precisión posible. Por tanto la herramienta funda-
mental para la construcción de los diseños es la matriz de información de Fisher, debido
a que:

1. Brinda una cota del error mı́nimo en la estimación de un parámetro.

2. Es más simple de tratar analı́ticamente que el diseño mismo.

2.1.2. Criterios de optimalidad

Para la selección del mejor diseño es necesario tener algún criterio de comparación
entre los diferentes diseños considerados. Por ejemplo, es natural pensar que ξ1 es pre-
ferible que ξ2 si el valor estimado de θ que proporciona ξ1 es más cercano al verdadero
valor de la estimación que propociona ξ2.

Debido a que la matriz de información mide la cantidad de incertidumbre acerca del
conjunto de parámetros estimados en el modelo especificado, la escogencia del diseño que
proporciona la mejor estimación se basa en la métrica ordenada de los valores obtenidos
a partir de la transformación de tal matriz en números reales mediante la aplicación de
funciones unidimensionales a la matriz.

Las transformaciones, que son motivadas por alguna interpretación estadı́stica, se
realizan a través de una función que cumple con los requisitos de convexidad y diferen-
ciabilidad denominada función criterio (Ψ).

A partir de las diferentes funciones criterio se generan los llamados diseños alfabeti-
camente óptimos y se busca el diseno ξ∗ que satisfaga

Ψ(M(ξ∗)) = minξ∈ΞΨ(M−1(ξ∗))

donde Ξ = {ξ : ξ es una medida de probabilidad en χ}. A continuacion se nombran los
criterios más utilizados en la práctica.

1. D-optimización: Este criterio consiste en minimizar el determinante del inverso de
la matriz de información. Es el criterio más utilizado debido a que tiene una inter-
pretación estadı́stica interesante relacionada con la región de confianza asintótica
derivada de la estadı́stica de Wald. Para esta estadı́stica, el vector de parámetros
desconocidos θ describe un elipsoide de la forma:

(θ − θ̂)M(ξ)(θ − θ̂)T
≤ λ
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donde el volumen del elipsoide es proporcional a |M(ξ)|−1/2, este criterio consiste en
minimizar el volumen de dicho elipsoide o la varianza generalizada de la estimación
de los parámetros (ver Martı́n (2001)). La D-ptimización se define por la función
criterio:

Ψ(M(ξ)) = log |M(ξ)−1
|

2. A-optimazación: Minimiza el promedio de las varianzas de los estimadores de los
parámetros, pero no tiene en cuenta las covarianzas entre ellas.

Ψ(M(ξ)) = tr{M−1(ξ)}

3. C-optimalidad: El interés es la estimación de combinaciones lineales de los paráme-
tros de la forma CθT,

Ψ(M(ξ)) = CTM−1(ξ)C

Los criterios anteriores son casos particulares del criterio general de Φp(·) optimaza-
ción, definido como:

Ψp(M(ξ)) =

 1
m

m∑
i=1

( 1
λi

)p


1
p

El presente trabajo se dedica al estudio de disenos D-óptimos, por lo tanto en adelante
los desarrollos se hacen para este criterio.

Eficiencia de un Diseño:

Una forma de medir la eficiencia de un diseño ξ1 relativa a un diseño ξ2 es mediante
el cociente del criterio de optimalidad, ası́:

Ψe f f (ξ1/ξ2) =
Ψ(M(ξ1))
Ψ(M(ξ2))

Para el criterio de D-optimalidad, la D-eficiencia relativa se obtiene a partir de la raı́z
m-ésima de la razón entre los determinantes de la matriz de información bajo los diseños
ξ1 y ξ2, ası́:

Drel−e f f =

{
|M(Θ, ξ1)|
|M(Θ, ξ2)|

}1/m

(2.4)

donde m es el número de parámetros en el modelo. 2.4 elimina el efecto del número de
observaciones en cada diseño y permite obtener una medida de la eficiencia expresada
en las mismas unidades de la varianza.

Por ejemplo, un valor de Drel−e f f = 0.5 indica que el diseño ξ1 necesitará el doble de
corridas experimentales para que resulte ser tan eficiente como en diseño ξ2 (ver Atkinson
et al. (2007)).
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2.1.3. Matrı́z de Información

Para un diseño óptimo exacto o discreto con n unidades experimentales la matriz de
información es:

M(ξ, θ) =

n∑
i=1

µ(xi, θ) (2.5)

donde µ(xi, θ) es la matriz de informacion individual para la observacion xi y corresponde
a:

µ(xi, θ) = E
[
∂ log f (θ, xi)

∂θ

∂ log f (θ, xi)
∂θT

]
= −E

[
∂2 log f (θ, xi)

∂θ∂θT

]
(2.6)

siendo f (θ, xi) la función de densidad de X en el punto xi.

Si existen observaciones repetidas la matriz (2.5) es reemplazada por:

M(ξ, θ) =

p∑
i=1

niµ(xi, θ) (2.7)

en tanto que la matriz de información para un diseño aproximado corresponde a la
normalización de la matriz en (2.7) dada por:

M(ξ, θ) =

p∑
i=1

wiµ(xi, θ) (2.8)

o de manera general utilizando:

M(ξ, θ) =

∫
χ
µ(xi, θ)ξ(dx) (2.9)

se tiene la matriz de información de un diseño continuo, donde ξ es alguna medida de
probabilidad definida en χ.

La matriz de información de un diseño presenta las siguientes propiedades:

1. Para un diseñoξ, la matriz de información M(ξ) es una matriz simétrica semidefinida
positiva.

2. La matriz M(ξ) es degenerada (|M(ξ)| = 0), si el soporte del diseño ξ contiene menos
puntos que el número de parámetros a estimar.

3. La familia de matrices M(ξ) correspondiente a todos los posibles diseños normali-
zados es convexa y cerrada.

4. Para algún diseño ξ1 con matriz de información M(ξ1), siempre se puede encontrar
un diseño ξ2 el cual no tiene más de m(m + 1)/2 + 1 puntos de diseño, con m el
número de parámetros del modelo.
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Las demostraciones de estas propiedades pueden ser consultadas en Fedorov (1972).

En el caso del modelo de regresión normal, la matriz de información no depende de
los parámetros a estimar; sin embargo, en los modelos no lineales no se cuenta con la
misma propiedad y es el escenario dentro del cual se encuentra el modelo de regresión
Beta. Por tanto, en la notación empleada para las matrices de información siempre se hace
referencia a que la misma depende de θ con el fı́n de considerar la forma más general.

2.1.4. Constucción de los diseños

La construcción de diseños discretos se realiza mediante algoritmos de optimización
donde se seleccionan las corridas óptimas a partir de un conjunto de candidatos. En el caso
en que los factores corresponden a variables discretas, tal conjunto consiste de todas las
posibles combinaciones de los niveles de los factores que intervienen en el experimento.
Cuando los factores son variables continuas, los candidatos corresponden a grillas de
valores que tratan de cubrir toda la región diseño.

Tales algoritmos, usualmente costan de tres fases:

1. La especificación de un diseño inicial con n0 corridas.

2. El aumento a un diseño de n ensayos.

3. El mejoramiento del diseño iterativamente.

Comunmente se realizan varias corridas partiendo de distintos diseños ya que el
algoritmo no se basa en una optimización convexa y por tanto la convergencia puede
darse solamente a nivel local.

La forma de construcción de estos diseños asegura que el diseño resultante es el más
eficiente entre todos los propuestos, pero no permite verificar que en realidad corresponde
a un diseño D-óptimo, lo cuál si se puede lograr para diseños continuos.

La verificación de que un diseño es D-óptimo se realiza medianta el Teorema General
de Equivalencia, el cual puede ser visto como una consecuencia del resultado de que
la derivada direccional es cero en el mı́nimo de una función suavizada bajo una región
irresctricta.

Con el objetivo de enunciar el Teorema General de Equivalencia aplicado al criterio de
D-optimización, a continuación se introduce el concepto de derivada direccional aplicada
al caso donde la función a suavizar es la función criterio; esta función depende del diseño
ξ a través de su matriz de informacion M(ξ).

Sea ξ̃ el diseño que pone peso uno en el punto x y sea ξ′ la medida dada por:

ξ′ = (1 − α)ξ + αξ̃

por tanto,

M(ξ′) = (1 − α)M(ξ) + αM(ξ̃).

Ası́, la derivada direccional de Ψ en dirección de ξ̃ es
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d(x, ξ) = lı́m
α→0+

1
α

[Ψ{(1 − α)M(ξ) + αM(ξ̃)}], (2.10)

donde Ψ(·) es un criterio de optimalidad convexo como se vio en la sección 2.1.2. A la
derivada suele llamarsele función de sensitividad porque mide la tasa de cambio en
Ψ(M(ξ)) cuando al diseño se le agrega un punto de peso infinitesimal, es decir, mide
cuánto varı́a la precisión en las estimaciones al agregar un punto al diseño.

Teorema General de Equivalencia

Las siguientes condiciones son equivalentes:

i. El diseño ξ∗ maximiza |M(ξ)| entre todos los diseños en χ, es decir, ξ∗ es D-óptimo

máx
ξ∈Ξ
|M(ξ)| = |M(ξ∗)|

ii. El diseno ξ∗minimiza el máximo bajoχde (.x, ξ) entre todos los diseños aproximados
en χ.

mı́n
ξ∈Ξ

sup
x∈χ

d(x, ξ) = sup
x∈χ

d(x, ξ∗)

Además, la expresión anterior es igual a m (número de parámetros)

sup
x∈χ

d(x, ξ∗) = m

La demostración puede encontrarse en Pazman (1986).

Para el caso particular de D-optimalidad la función de sensitividad (2.10) se convierte
en

d(x, ξ) = tr{M(θ, x)D(θ, ξ)} (2.11)

donde m es el número de parámetros desconocidos y D(θ, ξ) = M−1(θ, ξ) (ver demostra-
ción en Fedorov (1972) pag. 212).

Del teorema anterior se deduce que en los puntos de soporte de un diseño D-óptimo, la
función de sensitividad alcanza su máximo valor y este es m. La utilidad del teorema recae
en que en lugar de comprobar que tr{M(θ, x)D(θ, ξ)} < m ∀x ∈ χ, para determinar si el
diseño ξ es D-óptimo, se podrı́a empezar comprobando si tr{M(θ, x)D(θ, ξ)} = m en los
puntos de soporte de ξ. Dado que la condición es necesaria pero no suficiente, solamente
servirı́a en principio, para asegurar que el diseño no es D-óptimo si la condición no se
verifica.

Las conclusiones que se desprenden del teorema permiten desarrollar algoritmos para
la construcción de los diseños aproximados.

A continuación se presentan ejemplos que ilustran el funcionamiento del teorema
general de equivalencia para la verificación que un diseño es D-óptimo.
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Ejemplo 1. Modelo de regresión normal simple

Considerese el modelo de regresión normal lineal homocedastico de primer orden con
un factor definido sobre la región diseño χ = [−1, 1], es decir:

Y = f T(x)θ + ε,

donde f T(x) =
[
1 x

]
y θ =

[
θ0 θ1

]
.

Se verificará que el diseño

ξ∗ =

{
−1 1
0.5 0.5

}
es D-óptimo.

Se sabe que para el modelo de regresión normal la matriz de información es
M(ξ) =

∑n
i=1 f (xi) f T(xi), por tanto

M(ξ∗) =
∑

x∈{−1,1}

µ(xi) = 0.5
∑

x∈{−1,1}

[
1 x

] [
1 x

]T

= 0.5
[

1
−1

] [
1 −1

]
+ 0.5

[
1
1

] [
1 1

]
=

[
1 0
0 1

]
La función de sensibilidad para el diseño propuesto ξ∗ es:

d(x, ξ) = tr{M(x)D(ξ)} = tr


[
1 x
x x2

] [
1 0
0 1

]−1
 = 1 + x2

Figura 2.1. Función de sensibilidad para un modelo de regresión normal simple homocedastico
evaluada en el diseño óptimo ξ∗.

En la Figura 2.1 se puede observar que en la región diseño χ =
[
−1 1

]
la función de

sensitividad es inferior al número de parámetros, es decir 2 y es igual a este valor en los
puntos de soporte del diseño x = −1 y x = 1, por tanto el diseño ξ∗ es óptimo y provee
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estimaciones para θ0 y θ1 con la menor varianza posible.

Ejemplo 2. Modelo de regresión normal cuadrático sin intercepto

Considere ahora el modelo de regresión normal lineal cuadrático con un factor defi-
nido sobre la región diseño χ =

[
0 1

]
, es decir:

Y = β1x + β2x2 + ε

en este caso f T(x) =
[
x x2

]
y θ =

[
β1 β2

]
.

Se verificará que el diseño

ξ∗ =

{
0.5 1
1/2 1/2

}
es D-óptimo.

La matriz de información es:

M(ξ∗) =
∑

x∈{0,1}

µ(xi) =
1
2

∑
x∈{0,1}

[
x x2

] [
x x2

]T

=
1
2

[
1/2
1/4

] [
1/2 1/4

]
+

1
2

[
1
1

] [
1 1

]
=

[
5/8 9/16
9/16 17/32

]
La función de sensibilidad para el diseño propuesto ξ∗es:

d(x, ξ) = tr{M(x)D(ξ)} = tr


[
x2 x3

x3 x4

] [
5/8 9/16

9/16 17/32

]−1
 = 32

(17
16

x2 +
18
8

x3 +
5
4

x4
)

Figura 2.2. Función de sensibilidad para un modelo de regresión normal cuadrático homocedas-
tico evaluada en el diseño óptimo ξ∗.

Siguiendo el mismo razonamiento sobre la Figura 2.2 que en el ejemplo anterior, se
concluye que el diseño ξ∗ es óptimo.
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2.1.5. Consideraciones

A continuación se presentan las consideraciones más importantes para el uso de los
diseños óptimos:

1. Es necesario considerar que los diseños óptimos son modelo-dependientes y que
el experimentador debe comprometerse con alguna forma funcional que relacione
la variable respuesta con los factores bajo estudio. Por lo tanto, una especificacion
pobre del modelo posiblemente conllevará a un “mal” diseño.

2. Las estimaciones resultantes de aplicar el diseño no producen estimaciones con pro-
piedades usuales tales como ortogonalidad3, rotabilidad4, etc, únicamente proveen
estimaciones que obedecen a la propiedad asociada al criterio que se emplee.

3. Los diseños óptimos son especialmente útiles cuando se tienen regiones diseño
complicadas (por ejemplo, cuando hay restricciones sobre los niveles de algunos de
los factores) y cuando aplicar un diseño factorial o factorial fraccionado requiere un
número de corridas que en la práctica no puede efectuarse.

4. Como se mencionó anteriormente los modelos no lineales tienen el inconveniente de
que la matriz de información depende de los parámetros que deben ser estimados
y se cae en el paradigna muy bien reflejado en la frase de Cochran “Dame el valor
de los parámetros y prometo crear el mejor diseño”.

Ante este problema de dependencia de los parámetros se consideran las siguientes
soluciones:

(a) Diseños localmente óptimos: se supone de entrada un valor θ = θ0 para el vector
de parámetros y se escoge el mejor diseño para ese valor.

(b) Diseños minimax: se seleccionan los puntos de soporte del diseño de tal modo
que este resulte óptimo para los peores valores posibles de los parámetros, esto
requiere el conocimiento de todo el espacio de parámetros.

(c) Diseños bayesianos: se supone una distribucion a priori, p(θ), para los paráme-
tros y se escoge un vector de puntos x que maximicen el valor del funcional
de la matriz de información, luego se hace un promedio ponderado de la
distribución marginal del diseño

∫
θ
φ(x, θ, ξ)p(θ)dθ.

En el presente trabajo se explorarán diseños localmente óptimos.

2.2. Distribución Beta

Sea y la respuesta observada k-dimensional con distribución

y ∼ Beta(ζ) (2.12)

3Se dice que un diseño es ortogonal si provee estimaciones independientes para cada parámetro del
modelo.

4Se dice que un diseño es rotable si y solo si Var(ŷ) es invariante para todos los puntos equidistantes del
centro del diseño.
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donde los parámetros ζdependen de variables controlables x ∈ χ yχ es una región diseño.
Usualmente χ ∈ Rs, s ≥ 1 pero en general χ podrá ser un conjunto compacto con una
estructura más complicada, por ejemplo, parte de un espacio funcional. En adelante se
asumirá que χ ∈ Rs.

En su forma original ζ = (a, b), estos parámetros se asocian a medidas de escala y
localización, la medida de probabilidad que sigue y bajo estos parámetros es:

f (y) =
Γ(a + b)
Γ(a)Γ(b)

ya−1(1 − y)b−1, 0 ≤ y ≤ 1, a > 0, b > 0,

donde Γ(·) denota la función gamma (Abramowitz & Stegun (1972)). La media y la va-
rianza de y son, respectivamente

µ = E(y) =
a

a + b
,

σ2 = Var(y) =
ab

(a + b)2(a + b + 1)
, φ =

1
a + b

.

Para la distribución Beta, Jorgensen (1997) propone una parametrización denominada
media-precisión. Sea y ∼ Beta(µ, φ) donde µ = a/(a + b) y φ = 1/(a + b), con E(y) = µ
y V(y) = V(µ)/(1 + φ), entonces V(µ) = µ(1 − µ) denota una función de varianza y una
nueva medida de probabilidad dada por:

f (y;µ, φ) =
Γ(φ)

Γ(µφ)Γ((1 − µ)φ)
yµφ−1(1 − y)(1−µ)φ−1, 0 < y < 1, (2.13)

donde µ corresponde al valor esperado de la variable respuesta y el parámetro φ para un
valor fijo de µ corresponde al inverso de la varianza. La parametrización (2.13) es usual
en la práctica, y en el caso, de diseño de experimentos es más apropiada para realizar
inferencias con respecto a la diferencia de medias.

Cepeda (2001) (desde un enfoque frecuentista y bayesiano)y posteriormente Simas
et al. (2009) (enfoque frecuentista), modelan los parámetros µ y φ a través de estructuras
de regresión y proponen una metodologı́a para la estimación de los parámetros.

Dado que el dominio de la distribución beta está restringido al intervalo abierto (0, 1)
su aplicación se asocia a variables respuesta tales como ı́ndices, tasas, concentraciones,
proporciones continuas, etc. En general, el modelamiento de la distribución beta puede
aplicarse a variables que toman valores en el intervalo (c, d) mediante la transformación
y′ =

y−c
d−c . Otra de las aplicaciones de esta distribución es el modelamiento de variables

continuas que son registradas como ordinales y que tienen muchas categorı́as, por ejemplo
escala de dolor, ingresos, etc; esta aproximación es efectiva en la reducción de parámetros
a estimar.

Una motivación adicional del uso de la distribución Beta para el modelamiento es su
gran flexibilidad, debido a que, combinar los valores de los parámetros, permite adoptar
una gran cantidad de formas como se aprecia en la Figura 2.3; lo que permite modelar
fenómenos heterocedásticos, con sesgos a derecha o izquierda e incluso formas planas.
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Figura 2.3. Funciones de densidad de la distribución beta para distintos valores de µ y φ

Por último, cabe resaltar los avances que se han logrado en el modelamiento bajo la
distribución, por ejemplo, algunas generalizaciones del modelo Beta como la inclusión de
efectos mixtos (ver Figueroa-Zuñiga et al. (2013)), modelamiento bajo la parametrización
de media-varianza (ver Cepeda (2012)) y modelamiento incluyendo ceros y unos (ver
Ospina & Ferrari (2008)), entre otros. También se tienen avances en el análisis teórico de
las propiedades de los estimadores y de residuales del modelo (ver Ospina et al. (2006),
Espinheira (2007), Espinheira et al. (2008) y Simas et al. (2009)), Grajales & Calderon
(2012) presenta ganancias al estimar la respuesta media en diseños experimentales 2(k−p)

con respuesta beta (clásico y bayesiano). Aplicaciones en una gran variedad de modelos
Bayesianos en ensayos clı́nicos pueden encontrarse en Spiegelhalter et al. (2004) y Smith-
son & Verkuilen (2006) desarrollan varios problemas prácticos. Con respecto al desarrollo
computacional se han creado paquetes en R que permiten realizar fácilmente los análisis
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(ver Cribari-Neto & Zeileis (2010) y Marin et al. (2014)). Finalmente, Ferrari (2013) presen-
ta los fundamentos de la distribución Beta y hace una excelente revisión de bibliografı́a
acerca de la evolución del modelamiento bajo esta distribución.



3

Diseños Óptimos para Modelos Beta

El objetivo fundamental de este Capı́tulo consiste en establecer el Teorema General de Equi-
valencia para el modelo de regregresión Beta con parametrización dada por media-precisión.

Las principales contribuciones de este Capı́tulo son: Expresar la matriz de información de
Fisher como lo proponen Atkinson et al. (2011) y conseguir una expresión para el Teorema General
de Equivalencia para el modelo de Regresión Beta (de forma general y para distintas funciones de
enlace).

En la sección 3.1 se plantea la estimación máximo verosimil para la obtención de los es-
timadores de los parámetros de regresión para el modelamiento bajo la distribución Beta.
En el contexto de este trabajo, regresión se refiere a que los parámetros de la distribución
Beta son por si mismos funciones de otros parámetros y de variables explicativas, donde
algunas de estas o todas pueden ser escogidas y controladas por el experimentador.

En la sección 3.2 se obtiene el elemento fundamental para la construcción de los
diseños óptimos, esto es la matriz de información de Fisher. Debido a que la forma de la
matriz de información de Fisher para el modelo de regresión Beta es compleja desde un
punto de vista analı́tico, se adopta el enfoque propuesto por Atkinson et al. (2011) que
consiste en la construcción de matrices elementales de información, permitiendo obtener
expresiones algebraicamente simples para el desarrollo de expresiones que involucran la
matriz.

Finalmente, en la sección 3.3 se establece el Teorema General de Equivalencia para los
modelos de regresión Beta, primero de forma general y a partir de ello se plantean casos
particulares para distintas funciones de enlace y distintas estructuras de los predictores.

3.1. Estructura del modelo

Suponga que y denota la respuesta observable y sean x y z vectores diseño de dimen-
siones p× 1 y q× 1, respectivamente. Asuma que y ∼ Beta(µ, φ), donde µ y φ dependen de
los parámetros de regresión desconocidos a través de las siguientes formas funcionales:

g1(µ) = η1 = f T
1 (x)β y g2(φ) = η2 = f T

2 (z)γ,

donde f 1(x) es un vector p×1 conocido de funciones continuas linealmente independientes
f1i(x), i = 1, . . . , p y β es un vector p× 1 de parámetros desconocidos. Análogamente, f2(z)

18
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es un vector q × 1 conocido de funciones continuas linealmente independientes f2i(z),
i = 1, . . . , q y γ es un vector q × 1 de parámetros desconocidos.

Las funciones de enlace g1 y g2 deben ser estrictamente monótonas y crecientes tal
que para cada g1 corresponde un número real en el intervalo (0, 1) y análogamente, para
g2 corresponde un valor en el intervalo (0,+∞). Para g1 y g2 existen diversas elecciones,
a continuación se listan las funciones que son reconocidas por su utilidad en el modela-
miento y que por tanto serán objeto de estudio en este trabajo.

• Probit. La función probit o normal inversa es dada por

g1 = Φ−1(µ),

donde Φ(·) es la distribución acumulada de una variable aleatoria Normal estándar.

• Logit. La función logı́stica o logit se define ası́

g1 = log
(
µ

1 − µ

)
.

Este enlace provee resultados muy similares al enlace probit en el intervalo (0.1, 0.9).
Posee la ventaja que el manejo algebraico y computacional es mucho más fácil que
el del enlace probit y los parámetros tienen una interpretacion natural relacionada
con la razón de odds. Suponga que µ∗ es la media al aumentar el efecto de una
covariable en c unidades, entonces µ∗(1−µ∗)/µ(1−µ) es la razón de odds e indica el
efecto de incrementar el valor del i-ésimo regresor en c unidades mantienendo las
demás constantes (Dobson (1997)).

• Complemento Log-Log.
g1 = log{− log(1 − µ)}

Tiene la caracterı́stica de ser un enlace asimétrico, con valores similares a los dos
enlaces anteriores para µ cercano a 0.5 pero con valores diferentes para µ cercano a
0 o a 1. Cuando µ se acerca a 1, esta función se acerca mucho más despacio a infinito
que la función logit o probit.

• Log-Log.
g1 = log{− log(1 − µ)}

Tiene la caracterı́stica de ser un enlace asimétrico, con valores similares a los dos
enlaces anteriores para µ cercano a 0.5 pero con valores diferentes para µ cercano a
0 o a 1. Cuando µ se acerca a 1, esta función se acerca mucho más despacio a infinito
que la función logit o probit.

• Cauchy.
g1 = log{− log(1 − µ)}

Tiene la caracterı́stica de ser un enlace asimétrico, con valores similares a los dos
enlaces anteriores para µ cercano a 0.5 pero con valores diferentes para µ cercano a
0 o a 1. Cuando µ se acerca a 1, esta función se acerca mucho más despacio a infinito
que la función logit o probit.
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En Nelder & McCullagh (1989) (Sección 4.3.1) se presenta una discusión detallada de
las anteriores funciones de enlace y de otras funciones como la log-log o la Cauchy.

• Logaritmo.
g2 = ln(φ).

Es la especificación del enlace usual para el parámetro de dispersión ya que asegura
la positividad de la varianza.

• Raı́z Cuadrada.
g2 =

√
φ.

Se utiliza especialmente cuando las estimaciones son positivas y para modelar
dispersiones inferiores a las que se modeları́an con el enlace logarı́tmico.

3.2. Matriz de Información de Fisher

Para simplificar la notación, θ denota el vector de todos los parámetros de re-
gresión, es decir θ = (β0, β1, . . . , βp, γ0, γ1, . . . , γq) y ω el conjunto de variables diseño
ω = (x1, . . . , xp, z1, . . . , zq). El estimador máximo verosimil (MLE) θ̂ de θ se define como

θ̂ = arg máx
θ∈Θ

n∏
i=1

f (yi;µ, φ) (3.1)

= arg máx
θ∈Θ

n∑
i=1

li(µi, φi) (3.2)

donde Θ es el espacio de parámetros y li(µi, φi) es la log-verosimilitud del modelo de
regresión Beta cuya expresión está dada por:

li(µi, φi) = log Γ(φi) − log Γ((1 − µi)φi) + (µiφi − 1) log yi + {(1 − µi)φi − 1} log(1 − yi) (3.3)

donde

µi = µi(xi,β) = g−1
1 (η1) y φi = φi(zi,γ) = g−1

2 (η2).

La matriz de varianzas y covarianzas asintótica de θ̂ es nD(θ,ω) ' M−1(θ,ω), donde
M(θ,ω) se define como en (2.5) y (2.6). Debido a que la matriz de información del modelo
Beta presenta una estructura compleja, para el desarrollo del teorema general de equi-
valencia se utiliza la propuesta presentada por Atkinson et al. (2011), quienes proponen
descomponer la matriz de información en dos matrices, una compuesta por la función
de densidad y sus parámetros y otra por los parámetros de regresión y las funciones de
enlace que los relaciona con los parámetros de la distribución (µ y φ).

A continuación se define la forma de la matriz de información de Fisher para el modelo
de regresión Beta con parametrización dada por media y precisión.

Lema 1: La matriz de información de Fisher para el modelo (2.12) es
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M(θ,ω) = F(θ,ω)ν(ζ)FT(θ,ω), (3.4)

donde

F(θ,ω) =
∂ζT(θ,ω)

∂θ
, (3.5)

con ζ(θ,ω) = {µ(x,β), φ(z,γ)} y

ν(ζ) = Var
[
∂
∂ζ

ln f (y|ζ)
]

= −E
[
∂2

∂ζ∂ζT ln f (y|ζ)
]
. (3.6)

Atkinson et al. (2011) denominan ν(ζ) como matriz elemental de información.

2�

Explicitamente los componentes de la matriz de información enunciados en el Lema
1 son:

i. La matriz de derivadas en (3.5), teniedo en cuenta que ∂t
∂u = ∂t

∂v
∂v
∂u , esta dada por:

F(θ,ω) =

 ∂µ∂η1

∂η1
∂β

∂µ
∂η2

∂η2
∂γ

∂φ
∂η1

∂η1
∂β

∂φ
∂η2

∂η2
∂γ

 , (3.7)

donde dµi/dη1 = 1/g′1(µi) y dφi/dη2 = 1/g′2(φi). En el presente trabajo únicamente se

explorará el caso en que el predictor es lineal en los parámetros, es decir ∂η1
∂β = f T

1 (x)

y ∂η2
∂γ = f T

2 (z) y por tanto la matriz (3.7) se convierte en

F(θ,ω) =

 ∂µ∂η1
f T
1 (x) 0

0 ∂φ
∂η2

f T
2 (z)

 . (3.8)

ii. La matriz elemental de información en (3.6) está dada por:

ν(ζ) =

(
aφ2 φ{µa − ψ′((1 − µ)φ)}

φ{µa − ψ′((1 − µ)φ)} b

)
, (3.9)

donde

a =ψ((1 − µ)φ) + ψ(µφ)

b =ψ((1 − µ)φ)(1 − µ)2
− ψ′(µφ)µ2

− ψ′(φ). (3.10)

En (3.10C) ψ se denomina función digamma y se define como ψ = d ln Γ(z)/dz (ver
Abramowitz & Stegun (1972)).
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Demostración:

La log-verosimilitud para una única observación es:

ln f (y|ζ) = log Γ(φ)−log(µφ)−log Γ((1−µ)φ)+(µφ−1) log y+{(1−µ)φ−1} log(1−y). (3.11)

Las derivadas parciales de (3.11) con respecto a µ son:

∂ ln f (y|ζ)
∂µ

= −φψ(µφ) + φψ((1 − µ)φ) + φ log
(

y
1 − y

)
,

∂2 ln f (y|ζ)
∂µ2 = −φ2

{ψ′(µφ) + ψ′((1 − µ)φ)}φ log
(

y
1 − y

)
. (3.12)

Las derivadas parciales de (3.11) con respecto a φ son:

∂ ln f (y|ζ)
∂φ

= ψ(φ) − µψ(µφ) − (1 − µ)ψ((1 − µ)φ) + µ log y + (1 − µ) log(1 − y),

∂2 ln f (y|ζ)
∂φ2 = ψ′(φ) − µ2ψ′(µφ) − (1 − µ)2ψ′((1 − µ)φ). (3.13)

Las derivadas cruzadas de (3.11) son:

∂ ln f (y|ζ)
∂µ∂φ

= −ψ′(µφ) − φµψ′(µφ) + (1 + φ(1 − µ))ψ′((1 − µ)φ) + log
(

y
1 − y

)
(3.14)

.

Las esperanzas de (3.12), (3.13) y (3.14) son, respectivamente:

−E
{
∂2 ln f (y|ζ)

∂µ2

}
= −φ2

{ψ′(µφ) + ψ′((1 − µ)φ)}φ log
(

y
1 − y

)
,

−E
{
∂2 ln f (y|ζ)

∂φ2

}
= ψ′(φ) − µ2ψ′(µφ) − (1 − µ)2ψ′((1 − µ)φ),

−E
{
∂ ln f (y|ζ)
∂µ∂φ

}
= −ψ′(µφ)−φµψ′(µφ)+ (1+φ(1−µ))ψ′((1−µ)φ)+E

(
log

(
y

1 − y

))
. (3.15)

Teniendo en cuenta que bajo condiciones de regularidad la esperanza de la función
score es igual a cero se tiene que:

∂ ln f (y|ζ)
∂β

=
∂ ln f (y|ζ)

∂µ

∂µ

∂β

E
{
∂ ln f (y|ζ)

∂β

}
=
∂µ

∂β
E
{
∂ ln f (y|ζ)

∂µ

}
0 = −φψ(µφ) + φψ((1 − µ)φ) + φE

{
log

(
y

1 − y

)}
E
{

log
(

y
1 − y

)}
= −φψ(µφ) + φψ((1 − µ)φ)



CAPÍTULO 3. DISEÑOS ÓPTIMOS PARA MODELOS BETA 23

Por tanto, la expresión (3.15) es:

−E
{
∂ ln f (y|ζ)
∂µ∂φ

}
= −φµψ′(µφ) + φ(1 − µ)ψ′(1 − µ)ψ′((1 − µ)φ)

Ası́, la matriz elemental de información ν(ζ) es:

ν(ζ) =

(
aφ2 φ{µa − ψ′((1 − µ)φ)}

φ{µa − ψ′((1 − µ)φ)} b

)
donde

a =ψ((1 − µ)φ) + ψ(µφ),

b =ψ((1 − µ)φ)(1 − µ)2
− ψ′(µφ)µ2

− ψ′(φ).

3.3. Teorema General de Equivalencia

Teniendo en cuenta los resultados de la sección 3.2, a continuación se deriva el Teorema
General de Equivalencia para el modelo de regresión Beta.

Lema 2: De acuerdo a las ecuaciones (3.8) y (3.9) y la definición del teorema general
de equivalencia dada en (2.11), un diseño ξ∗, para un modelo de regresión Beta con
parametrización media-precisión, se considera D-óptimo si:

d(ω, ξ) =
(

f T
1 (x)W1 f1(x) + f T

2 (z)W2 f2(z)
)
< p + q (3.16)

para todo x y z en la región diseño χ y el diseño tiene puntos de soporte en donde (3.16)
es igual a p + q, siendo p y q el número de parámetros en el modelo.

Donde W1 =
(
∂µ
∂η1

)2
P1 y W2 =

(
∂φ
∂η2

)2
P2, y P1 y P2 son combinaciones lineales de los

inversos de las matrices de información de sus parámetros asociados y de los parámetros
cruzados, dados por:

P1 = aφ2M−1
ββ + (φ2µ + φc)M−1

βγ y P2 = bM−1
γγ + (aµφ + φc)M−1

βγ con c = ψ((1 − µ)φ).

En (3.16) las matrices (M−1)ββ, (M−1)γγ y (M−1)βγ son las matrices de información
inversas del diseño ξ∗ correspondientes a los parámetros β y γ, respectivamente.

2�
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Demostración.

d(ω, ξ) = tr{F(θ,ω)ν(ζ)FT(θ,ω)D(θ, ξ)}

= tr{F(θ,ω)ν(ζ)D(θ, ξ)FT(θ,ω)}

= tr

 ∂µ∂η1
f T
1 (x) 0

0 ∂φ
∂η2

f T
2 (z)

 ( aφ2 φ{µa − ψ′((1 − µ)φ)}
φ{µa − ψ′((1 − µ)φ)} b

)
M−1

ββ M−1
βγ

M−1
γβ M−1

γγ


 ∂µ∂η1

f1(x) 0

0 ∂φ
∂η2

f2(z)


= tr

{(
d11(ω, ξ) d12(ω, ξ)
d21(ω, ξ) d22(ω, ξ)

)}
donde

d11(ω, ξ) =
∂µ

∂η1
f T
1 (x)aφ2M−1

ββ

∂µ

∂η1
f1(x) +

∂µ

∂η1
f T
1 (x)φ{µφ − ψ′((1 − µ)φ)}M−1

βγ

∂µ

∂η1
f1(x).

d12(ω, ξ) = d21(ω, ξ) =
∂µ

∂η1
f T
1 (x)aφ2M−1

βγ

∂µ

∂η2
f2(z) +

∂µ

∂η1
f T
1 (x)φ{µφ − ψ′((1 − µ)φ)}M−1

γγ

∂µ

∂η2
f2(z).

d22(ω, ξ) =
∂φ

∂η2
f T
2 (z)φ{µφ − ψ′((1 − µ)φ)}M−1

βγ

∂µ

∂η2
f2(z) +

∂φ

∂η2
f T
2 (z)bM−1

γγ

∂φ

∂η1
f2(z).

Entonces,

d(ω, ξ) = d11(ω, ξ) + d22(ω, ξ)

d(ω, ξ) =
∂µ

∂η1
f T
1 (x)aφ2M−1

ββ

∂µ

∂η1
f1(x) +

∂µ

∂η1
f T
1 (x)φ{aµ − ψ′((1 − µ)φ)}M−1

βγ

∂µ

∂η1
f1(x)

+
∂φ

∂η2
f T
2 (z)φ{aµ − ψ′((1 − µ)φ)}M−1

βγ

∂µ

∂η2
f2(z) +

∂φ

∂η2
f T
2 (z)bM−1

γγ

∂φ

∂η2
f2(z)

=

(
∂µ

∂η1

)2

aφ2 f T
1 (x)M−1

ββ f1(x) +

(
∂φ

∂η2

)2

bφ2 f T
2 (z)M−1

γγ f2(z) +

(
∂µ

∂η1

)2

φ2µ f T
1 (x)M−1

βγ f1(x)

+

(
∂µ

∂η1

)2

φ2µ f T
1 (x)φcM−1

βγ f1(x) +

(
∂φ

∂η2

)2

φµa f T
2 (z)M−1

γγ f2(z) +

(
∂φ

∂η2

)2

φc f T
2 (z)M−1

γγ f2(z)

= f T
1 (x)


(
∂µ

∂η1

)2

[aφ2M−1
ββ + (φ2µ + φc)M−1

βγ ]

 f1(x) + f T
2 (z)


(
∂φ

∂η2

)2

[bφ2M−1
γγ + (φµa + φc)M−1

βγ ]

 f2(z)

= f T
1 (x)W1 f1(x) + f T

2 (z)W2 f1(z)

donde a y b son como en (3.10) y c = ψ′((1 − µ)φ).

2�

Del anterior resultado se observa que la función de sensitividad no posee una forma
tratable para llegar a diseños de forma analı́tica y tampoco para realizar un estudio de
la variación del diseño al cambiar el valor de los parámetros; por tanto se implementan
algoritmos eficientes en el Capı́tulo 4 para la generación de diseños óptimos.



CAPÍTULO 3. DISEÑOS ÓPTIMOS PARA MODELOS BETA 25

Tabla 3.2. Funciones de sensitividad para diferentes funciones de enlace.

Función de enlace Función de enlace Función de
para µ (g1) para φ (g2) sensitividad (φ)

logit log f T
1 (x)

{
[µ(1 − µ)]2[aφM−1ββ + (µ + cφ)M−1βγ]

}
f1(x)+

f T
2 (z)

{
φ2[bM−1γγ + (aµφ + cφ)M−1βγ]

}
f2(z)

logit sqrt f T
1 (x)

{
[µ(1 − µ)]2[aφM−1ββ + (µ + cφ)M−1βγ]

}
f1(x)+

f T
2 (z)

{
4φ2[bM−1γγ + (aµφ + cφ)M−1βγ]

}
f2(z)

cloglog log f T
1 (x)

{
2(1 − µ)2 log(1 − µ)[aφM−1ββ + (µ + cφ)M−1βγ]

}
f1(x) +

f T
2 (z)

{
φ2[bM−1γγ + (aµφ + cφ)M−1βγ]

}
f2(z)

cloglog sqrt f T
1 (x)

{
2(1 − µ)2 log(1 − µ)[aφM−1ββ + (µ + cφ)M−1βγ]

}
f1(x) +

f T
2 (z)

{
4φ2[bM−1γγ + (aµφ + cφ)M−1βγ]

}
f2(z)

probit log f T
1 (x)

{
[ f (Φ−1(µ))]2[aφM−1ββ + (µ + cφ)M−1βγ]

}
f1(x) +

f T
2 (z)

{
φ2[bM−1γγ + (aµφ + cφ)M−1βγ]

}
f2(z)

probit sqrt f T
1 (x)

{
[ f (Φ−1(µ))]2[aφM−1ββ + (µ + cφ)M−1βγ]

}
f1(x) +

f T
2 (z)

{
4φ2[bM−1γγ + (aµφ + cφ)M−1βγ]

}
f2(z)

La tabla 3.2 contiene las funciones de sensitividad para funciones de enlace especı́ficas,
las cuales se obtienen a partir de realizar reemplazos en la función general (3.16) según
los valores de las derivadas de las funciones de enlace consignados en la tabla 3.1. En
las tablas 3.1 y 3.2, Φ(·) denota la función de distribución de una normal estándar y
f (t) = 1/

√
(2π) exp{−1/2t2

}.

Tabla 3.1. Derivadas de las funciones de enlace: ∂µ/∂η1 y ∂φ/∂η2

Función de enlace Fórmula (η1) ∂µ/∂η1
Logit log(µ/(1 − µ)) µ(1 − µ)
Probit Φ−1(µ) f (Φ−1(µ))
Comp. Log-Log log(− log(1 − µ)) −(1 − µ) log(1 − µ)
Función de enlace Fórmula (η1) ∂φ/∂η2

Log log(φ) 1
Raı́z cuadrada

√
φ 2φ



4

Construcción de los Diseños

El objetivo de este Capı́tulo consiste en generar y explorar diseños localmente óptimos apro-
ximados para el modelo de regresión Beta con parametrización dada por media y precisión cuando
se tiene una única covariable como un factor de control de la media y la presición simultaneamente.

Las principales contribuciones de este Capı́tulo son las siguientes: En las secciones 4.2.1
y 4.2.2 se ilustra cómo los diseños óptimos generados bajo un modelo de regresión Beta difieren
de aquellos que son generados siguiendo un modelo de regresión Normal. En la sección 4.2.3 se
plantea y resuelve un problema práctico de la vida real en el área de fitomejoramiento, dentro de
un contexto de datos donde los diseños óptimos propuestos en este trabajo pueden ser aplicados.
En la sección 4.3, se hace una exploración de los diseños variando estrategicamente el valor de
los parámetros y también las funciones de enlace para la media y la precisión. Finalmente, en la
sección 4.3.1 se realiza un análisis de sensitividad para tener un panorama de cómo se comporta
la eficiencia del diseño al especificar erroneamente los valores de los parámetros. Los resultados de
las dos últimas secciones permiten formular una serie de conclusiones acerca de la dinámica de
los cambios en la configuración del diseño que son de gran utilidad para aquellos usuarios que
implementen esta metodologı́a de experimentación.

4.1. Algoritmo

A continuación se describen los pasos del algoritmo intercambiable de primer orden
propuesto por Wu et al. (2005), que resulta como consecuencia natural del teorema general
de equivalencia y por ende, del uso de la funciones de sensitividad desarrolladas en el
capı́tulo anterior.

En este trabajo se considera el uso de este algoritmo debido a su eficiencia compu-
tacional agregando y removiendo el punto más y menos informativo respectivamente en
un mismo paso, en comparación con otros algoritmos de etapa ascendente o descenden-

26
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te los cuales sólo agregan o eliminan puntos a partir de un diseño inicial. El algoritmo
propuesto por Wu et al. (2005) se esquematiza a continuación:

Algorithm 1: Algoritmo Intercambiable de Primer Orden
Result: Diseño óptimo

1 Se establece un diseno inicial ξ(0) formado por n puntos x1, x2, . . . , xn y pesos 1/n,
con n > (p + q);

2 while d(ω+
s , ξ

(s)) −m ≤ γ, γ muy pequeño, por ejemplo 0.00001 y m el número de
parámetros que componen el modelo do

3 calcular la matriz de información del diseño ξ(s) utilizando la expresión

M(ξ(s)) =

ns∑
i=1

M(ωi, θ)

donde ns denota el número de puntos del diseño ξ(s);
4 do
5 se construye el diseño ξ(s) = (1 − αs)ξ(s) + αξω+ , cuya forma es:
6

ξ(s) =

{
ω1 ω2 · · · ωns ω+

(1 − αs)w1 (1 − αs)w2 · · · (1 − αs)wn αs

}
,

donde αs = (n + s)−1 y n es el número de putos de soporte de ξ(0) y ξω+ es el
diseño cuyo único punto es ω+;

7 while el punto ω+
∈ χ maximiza la función de sensitividad φ(ω, ξ(s)) dada en 3.16;

8 do
9 se actualiza el diseño a

10

ξ(s+1) = (1 + ᾱs)[ξ(s)
− ᾱsξω−]

11 donde ᾱs = mı́n(αs, ξ(ω−)). Nótese que si ξ(ω−) ≤ αs entonces el punto ω− es
removido completamente del diseño actualizado;

12 while el punto ω− ∈ χ minimiza la función de sensitividad φ(ω, ξ(s)) dada en 3.16;
13 end

Como un ejemplo del proceso del algoritmo se considera el siguiente modelo:

logit(η1) = β0 + β1x ; log(η2) = γ0 + γ1x,

con región diseño el intervalo χ = [0, 1], aproximada por una grilla de valores entre 0
y 1 con tamaños de paso de 0.1; se crea un diseño localmete óptimo para valores de los
parámetros β0 = 1, β1 = 5, γ0 = 1 y γ1 = 0.5. Como diseño inicial se considera un diseño
de tres puntos simétrico balanceado:

ξ(0) =

{
0 0.5 1.0

1/3 1/3 1/3

}
.

La Figura 4.1 muestra el comportamiento de la función de sensitividad en la región
diseño, el máximo valor de d(x, ξ(0)) es 5.9 que se obtiene en x = 0, lo que refleja en parte,
el hecho de que el diseño no abarca la región diseño.
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Figura 4.1. Función de sensibilidad para ξ(0).

Luego de sucesivas iteraciones, el peso de los puntos va cambiando y aparece un
nuevo punto en x = 0.4, la Figura 4.2 muestra que el valor de la función de sensitividad
en la zona derecha se ha reducido y ahora la función muestra un aumento en la zona
cercana a x = 0.

Figura 4.2. Función de sensibilidad para ξ(s), s > 1.
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En las siguientes iteraciones, el peso del punto x = 0.5 va disminuyendo hasta desape-
recer y el del punto x = 0.4 va en aumento de forma tal que los valores de la función
de sensitividad van decreciento (no necesariamente de forma monótona) hacia 4, por
ejemplo, en la iteración número 1000 se logra una reducción considerable de la función
en toda la región diseño como se muestra en la Figura 4.3 y se visualizan tres máximos
locales de igual importancia.

Figura 4.3. Función de sensibilidad para ξ(s), s > 1.

Por último, cuando la diferencia entre el valor de sensitividad para algún diseño y el
número de parámetros es despreciable, entonces se considera que el algoritmo converge
y lo hace hacia el diseño óptimo ξ∗. Como se aprecia en la Figura 4.4 el valor de la función
de sensitividad para todos los puntos de la región son inferiores a 4 y aquellos que son
iguales a 4 conforman los puntos de diseño, y por tanto, el diseño óptimo resultante es:

ξ∗ =

{
0.0 0.4 1.0

0.447 0.223 0.33

}
.
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Figura 4.4. Función de sensibilidad para ξ∗

4.2. Ejemplos Ilustrativos

Los ejemplos desarrollados en esta sección ilustran cómo los diseños D-óptimos para
el modelo de regresión Beta difieren de aquellos que se obtienen mediante el modelo de
regresión Normal usual. El cambio en los diseños probablemente se da por la curvatura
introducida en el modelo por el uso de la función de enlace para la media y por la
influencia que tiene el parámetro de precisión sobre la dispersión en la estimación de la
media. Otro componente que hace que los diseños tengan un comportamiento distinto es
la no ortogonaldad entre ambos parámetros.

Para todos los ejemplos, los factores controlables están restringidas al intervalo χ =
[−1, 1] y los diseños se constuyen para varios valores fijos de los parámetros (diseños
localmente óptimos).

4.2.1. Con un factor

Cuando se modela mediante la distribución Beta, lo usual es optar por la función de
enlace logı́stica para la media y el enlace logarı́tmico para la precisión, y por tanto, los
predictores están dados por:

µ =
1

1 + exp(−(β0 + β1x))
y φ = exp(γ0 + γ1z). (4.1)

Como se aprecia en la regla (3.2) (dada por el Teorema General de Equivalencia) para
la construcción de los diseños se requiere imponer valores de los parámetros.

En el Figura 4.5 a la izquierda, cada curva representa la media como una función de
x para distintos valores de β0 y β1 y, a la derecha la precisión también como función de la
variable regresora con γ0 = 1 y γ1 ∈ {0.01, 1.0}. La combinación de ambas curvas hace que
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Tabla 4.1. Valores asumidos de los parámetros para la construcción de los diseños.

Diseño β1 β2 γ1 γ2

ξ(1) 0.01 1 1 1.00
ξ(2) 0.01 1 1 0.01
ξ(3) 0.01 2 1 1.00
ξ(4) 1.00 10 1 0.01
ξ(5) 1.00 10 1 1.00
ξ(6) 1.00 2 1 1.00
ξ(7) 1.00 2 1 0.01

se tengan distintas configuraciones diseño. Para verificar ésto, se consideran los diseños
expuestos en la Figura 4.6 construidos a partir de los valores de los parámetros de la Tabla
4.1

Figura 4.5. Curvas de la media y la presición como función de x para distintos valores de los
parámetros de regresión.
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Figura 4.6. Diseños D-óptimos par los valores de los parámetros de la Tabla 4.1, los valores encima
de los puntos representan los pesos del punto de diseño.

De este ejercicio se pueden apreciar varias caracterı́sticas interesantes. En primer lugar,
los puntos de diseño no siempre corresponden únicamente a los puntos extremos de la
región diseño y con igual peso en todos los puntos (probablemente debido a la relación
no lineal entre la media y x). En segundo lugar, a medida que la curvatura incrementa
aparece un punto central en el diseño que no necesariamente se ubica en el centro de
la región diseño y los puntos de diseño se mueven hacia la parte izquierda. Finalmente
podrı́a pensarse, que aunque no sucede con los pesos, a partir de las curvaturas de la
media se puede deducir fácilmente la ubicación de los puntos del diseño.

4.2.2. Un factor con efecto cuadrático

Para extender el anterior ejemplo, considerese el mismo modelo pero con un término
cuadrático en el predictor lineal de la media. Como en el caso anterior, los coeficientes
pueden variar y se puede estudiar su impacto en el diseño. Aquı́, se asume que η1 =
1 + x + β2x2, con β2 tomando los valores 0.1, 0.5, 1.0 y 2.0. La tabla 4.2 contiene los valores
de los parámetros para los cuales se generan los diseños, en la Figura 4.7 se observa el
comportamiento de las curvas de la respuesta media en la región diseño para estos valores
y en la Figura 4.8, los diseños generados.

De manera análoga a un modelo de regresión lineal con efecto cuadrático, los diseños
tienen puntos centrales; pero a diferencia de aquellos modelos, la curvatura introducida
por la función de enlace y la influencia del parámetro de precisión hacen que los puntos
no necesariamente estén igualmente espaciados entre los extremos de la región diseño y
que se tenga más de un punto central. Se observa que la localización del punto central
depende únicamente de la curvatura que se da en la mitad de la región y este punto
se mueve a la izquierda y hacia el interior a medida que disminuye la precisión en esa
región.
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Tabla 4.2. Valores asumidos de los parámetros para la construcción de los diseños con efecto
cuadrático.

Diseño β3 γ2

ξ(1) 0.1 1.0
ξ(2) 0.5 1.0
ξ(3) 1.0 0.01
ξ(4) 1.0 1.0
ξ(5) 2.0 0.01
ξ(6) 2.0 1.0

Figura 4.7. Curvas de la media (con efecto cuadrático) como función de x para distintos valores
de los parámetros de regresión.
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Figura 4.8. Diseños D-óptimos para un modelo con efecto cuadrático en la media.

4.2.3. Un ejemplo en fitomejoramiento

Para ilustrar la aplicación de los diseños óptimos Beta en esta sección se considera
una aplicación en el área de fitomejoramiento, que tiene por interés evaluar la severidad
del daño del cultivo de banano Musa sp producido por el hongo “mychospharella mus-
cicolal”tras la aplicación de cuatro diferentes concentraciones expresadas como litro por
hectárea (lt×ha) del fungicida Kinquel Cobre (Quelato de Cobre).

El plan experimental aplicado, corresponde a un diseño completamente aleatorizado
con 7 réplicas por cada concentración de fungicida, dadas por 0lt×ha (tratamiento testigo),
0.6lt × ha, 0.8lt × ha y 1 × lt/ha (por experiencia se sabe que niveles superiores a un litro
por hectárea no logran una mejora considerable en la severidad del daño). Los datos se
muestran en la 4.3.

Tabla 4.3. Severidad del daño del cultivo de banano Musa sp.

Concentración r1 r2 r3 r4 r5 r6 r7
0 0.35 0.038 0.036 0.029 0.037 0.037 0.039

0.6 0.03 0.029 0.028 0.028 0.03 0.03 0.024
0.8 0.031 0.027 0.028 0.025 0.026 0.033 0.022
1 0.033 0.032 0.034 0.031 0.033 0.036 0.038

La Figura 4.9 muestra la distribución del porcentaje de severidad por concentración
aplicada, en esta se aprecia un efecto de curvatura y por tanto, es de esperarse diferencias
significativas entre las medias de los tratamientos. También se nota que la dispersión es
diferente a través de las distintas concentraciones del fungicida.
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Figura 4.9. Distribución de la severidad por concentración de fungicida.

Se ajustan varios modelos a estos datos, y se encuentra que el modelo que explica de
manera más adecuada la variabilidad de los datos (Pseudo R2 (0.71)) es:

c log logµ(x) = β0 + β1x + β2x2; lnφ(x) = γ0 + γ1x, (4.2)

donde x representa la concentración del fungicida.

La estimación de los parámetros del modelo tras la eliminación de las observaciones
atı́picas 1 se muestra en la tabla 4.4. Con estos resultados se confirma el efecto cuadrático de
la concentración sobre el porcentaje de severidad y adicionalmente que la concentración
también es significativa para la precisión, lo cual indica que parte de la heterocedasticidad
del modelo puede ser capturada por la misma concentración de fungicida.

Tabla 4.4. Resultados del ajuste del modelo beta.

modelo para la media
Estimación Error estándar valor z Pr(> |z|)

Intercepto -1.192748 0.004704 -253.566 < 2e − 16 ∗ ∗∗
Concentración -0.294332 0.036217 0.036217 4.40e − 16 ∗ ∗∗
Concentración2 0.263011 0.040974 6.419 1.37e − 10 ∗ ∗∗

modelo para la dispersión
Intercepto 9.7990 0.5409 18.117 < 2e − 16 ∗ ∗∗

Concentración -1.6463 0.7546 -2.182 0.0291∗

Aunque este experimento ya se ha desarrollado, la motivación principal para usar el
diseño óptimo consiste en realizar experimentos más eficientes en posteriores ensayos con
el mismo fungicida, y que por tanto, el ajuste del anterior modelo proporcione una guı́a
con respecto al modelo a asumir para la creación del plan experimental. En este problema,
el diseño se realiza sobre la región diseñoχ = [0, 1]. Asumiendo los parámetros del modelo
ajustado, el diseño resultante es el siguiente:

ξ∗ =

{
0 0.4 1.0

0.36 0.25 0.39

}
, (4.3)

1La estimación fue realizada con el Paquete Betareg (Cribari-Neto & Zeileis, 2010) de R.
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mientras que el diseño original del experimento está dado por:

ξ2 =

{
0 0.6 0.8 1.0
7

28
7

28
7

28
7

28

}
.

La Figura 4.10 muestra la función de sensitividad para ambos diseños. Como se puede
apreciar el diseno ξ1 (curva roja) es inferior a 5 en todo el recorrido de la región diseño y
los puntos en los cuales alcanza el valor de 5 corresponden a los puntos del diseño. Por
otra parte, el diseño no es óptimo debido a que la función de sensitividad del diseño ξ1
(curva azul) sobrepasa este valor en la primera parte de la región diseño.

Figura 4.10. Funciones de sensitividad para el diseño original (curva azul) y para el diseño óptimo
(curva verde).

Apróximación al diseño exacto

Como se mencionó anteriormente, en la práctica todos los diseños son exactos debi-
do a que siempre hay una cantidad fija de unidades experimentales para desarrollar el
experimento. López (2008) (Capı́tulo 5) describe el método de aproximación eficiente pro-
puesto por Pukelsheim & Rieder (1992), el cual es presentado a continuación y utilizado
para aproximar el diseño 4.3 a un diseño exacto con n = 28.

Sea un diseño continuo ξ con pesos w1,w2, . . . ,ws que se desea aproximar a uno exacto
con frecuencias n1,n2, . . . ,ns. El método para aproximar este diseño en forma eficiente
tiene las siguientes dos fases:

1. Se usa el factor n − s/2 para calcular ni a partir de ni =
∣∣∣∣[(n − 1

2 s
)

wi

]∣∣∣∣, donde |[z]|

denota la parte entera 2. de z

2. Se itera hasta que la discrepancia di =
(∑

i≤s ni
)
− n sea cero, ya sea incrementando

n j a n j + 1 si n j/w j = mı́ni≤s ni/wi o reduciendo nk en una unidad si (nk − 1)/wk =
máxi≤s(ni − s)/wi.

Pukelsheim & Rieder (1992) demuestra que utilizar el método anterior es en algún
sentido eficiente.

2La parte entera de z se define como el entero más pequeño mayor o igual a z.
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Aplicando el procedimiento anterior, en la primera iteración se llega al diseño exacto:

{
0 0.4 1.0
10
28

7
28

11
28

}
. (4.4)

Ahora que los diseños son exactos se puede realizar la comparación de la eficiencia.
La D-eficiencia relativa de estos dos diseños es:

De f f−rel =

(
|M(ξ∗, θ)|
|M(ξ, θ)|

)1/5

=
(318575.5
896209.6

)1/5
= 81.31 %,

este valor indica que el diseño propuesto es más eficiente que el original. Como es de
esperarse no hay una diferencia demasiado notaria entre la eficiencia de ambos diseños ya
que el valor de los parámetros usados para construir el diseño fueron obtenidos a partir
de la estimación del modelo con los mismos datos. Sin embargo, el diseño original tiene
una eficiencia del 81 % con respecto al propuesto, o interpretado de otra forma, el diseño
original requiere de 1.2 veces más plantas para lograr la misma precisión que el diseño
óptimo. Adicionalmente, el diseño propuesto realiza más mediciones en niveles bajos
de concentración de fungicida, lo cual representa menos daño de material experimental
(plantas de banano).

4.3. Análisis de localidad

Como se concluyó en la sección 4.2, el diseño varı́a en la medida en que los valores de
los parámetros lo hacen, por lo tanto en esta sección se explora el comportamiento de los
diseños al variar los valores de los parámetros y las funciones de enlace.

La Tabla 4.5 presenta los escenarios de localidad utilizados para construir los diseños.
El conjunto Θ0 es el de referencia, los demás conjuntos corresponden a variaciones de Θ0
ası́:

• Θ1 y Θ2 difieren en β0.

• Θ3 y Θ4 difieren en β1.

• Θ5 y Θ6 difieren en γ0.

• Θ7 y Θ8 difieren en γ1.

• Θ9 a Θ12 difieren en β1 y γ1.

• Θ13 y Θ14 difieren en todos los parámetros.

La Figura 4.11 contiene los diseños resultantes asumiendo un enlace logı́stico para µ
de acuerdo al cojunto de parámetros de la Tabla 4.5 y adicionalmente contiene la media
y la precisión en función de la covariable, ya que las formas de estas curvas ayudan a
explicar el comportamiento del diseño.
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Figura 4.11. Diseños óptimos y curvas de respuesta media para distintos valores de parámetros
con función de enlace logit.

Tabla 4.5. Valores asumidos de los parámetros para la construcción de los diseños de exploración.

β0 β1 γ0 γ1
ξ0 0.01 2.50 0.01 1.00
ξ1 1.00 2.50 0.01 1.00
ξ2 2.00 2.50 0.01 1.00
ξ3 0.01 2.50 0.50 1.00
ξ4 0.01 2.50 1.00 1.00
ξ5 0.01 1.25 0.01 1.00
ξ6 0.01 3.75 0.01 1.00
ξ7 0.01 2.50 0.01 0.20
ξ8 0.01 2.50 0.01 1.80
ξ9 0.01 1.25 0.01 0.20
ξ10 0.01 1.25 0.01 1.80
ξ11 0.01 3.75 0.01 0.20
ξ12 0.01 3.75 0.01 1.80
ξ13 1.00 1.25 0.50 0.20
ξ14 2.00 3.75 1.00 1.80

Análogamente, las Figuras 4.12 y 4.13 contienen los diseños resultantes asumiendo
los enlaces complemento log-log y probit para µ.
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Figura 4.12. Diseños óptimos y curvas de respuesta media para distintos valores de parámetros
con función de enlace complemento log-log.
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Figura 4.13. Diseños óptimos y curvas de respuesta media para distintos valores de parámetros
con función de enlace probit.

A continuación se presentan las conclusiones más relevantes luego de realizar la
exploración de los diseños:

• Para la mayorı́a de los escenarios planteados con el enlace logit, los diseños constan
de 2 a 4 puntos de diseño con pesos desiguales y donde dos de ellos se ubican
en las fronteras de la región (-1 y 1); cuando se tienen 3 puntos el tercer punto se
ubica en 0 o cerca de 0 y cuando son 4 puntos, los dos puntos centrales se ubican
contiguamente. Los 4 puntos se dan en su mayorı́a cuando el enlace utilizado para
la precisión es la raı́z cuadrada.

• Los diseños generados asumiendo un enlace probit para la media son muy similares
en cuanto a la localización de los puntos a los diseños generados asumiendo un
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enlace logit, la diferencia se da en los pesos del diseños. Los diseños probit tienden
a poner mayor peso en los puntos centrales y para aquellas curvas de la media que
son aproximadamente lineales dentro de la región diseño, aparece un punto central
con bajo peso.

• Para la mayorı́a de los escenarios planteados con el enlace cloglog, los diseños
constan de 3 a 5 puntos de diseño, al igual que cuando se utiliza el enlace logı́stico,
con pesos desiguales y donde dos de ellos se ubican en las fronteras de la región (-1
y 1); los puntos centrales se distancian de cero y aparecen puntos con pesos bajos
(inferiores a 0.10). Para este enlace es más notoria la diferencia en los diseños logit
o probit, ante la especificación del enlace log o raı́z cuadrada para φ.

• Los cambios más relevantes en el diseño (con respecto al diseño de referencia) se
dan cuando se seleccionan valores de los parámetros que inducen curvaturas en
la media que no están contenidas completamente en la región diseño, por ejemplo
aparece un cuarto punto central con bajo peso (observar escenario con Θ1 y Θ2).

• Cuando la curvatura de la media está contenida dentro de la región diseño pero se
aproxima a una lı́nea recta, el diseño consta de dos puntos en los extremos y cuando
las curvas tienen una forma sigmoide el diseño adhiere un punto central en cero
donde los pesos del diseño parecen estar relacionados con la pendiente de la curva,
a mayor pendiente, el mayor peso recae en el punto central (observar escenario con
Θ5 y Θ6).

• Cuando se utiliza la función de enlace logaritmo paraφ y el comportamiento de este
parámetro es aproximadamente constante en la región diseño, se logra un diseño
simétrico de 3 puntos equiponderados. (Ver escenario Θ7).

• Cambios de γ1 no afectan considerablemente el diseño, esto se deduce de comparar
los escenarios Θ5 con Θ9 y Θ10 y comparar Θ6 con Θ11 y Θ12.

• En los diseños explorados es notorio que utilizar el enlace raı́z cuadrada paraφ hace
que se requieran más puntos de diseño.

• Cabe resaltar que puede ser dificil aproximar estos diseños a diseños exactos debido
a la aparición de pesos muy pequeños.

4.3.1. Análisis de sensitividad

En la práctica, se asume que el experimentador provee valores de los parámetros
obtenidos de experimentos anteriores o formas de las curvas medias que podrı́an ser
traducidas a valores de los parámetros. Otra opción, cuando se modela con el enlace
logı́tico, es proporcionar valores aproximados para la razón de odds para las covariables
y para la lı́nea base (intercepto). Sin embargo, estos valores asumidos muy probablemente
no son exactamente los verdaderos y por tanto, se debe evaluar la robustez del diseño ante
la especificación incorrecta de los valores de los parámetros. Esta evaluación se realiza
mediante un proceso denominado análisis de sensitividad que consiste en calcular las
eficiencias relativas de los diseños (mediante la fórmula (2.4)), asumiendo algún diseño
como el “diseño real”.

Para desarrollar este estudio se asume que el experimentador puede identificar que
la razón de odds del factor de estudio se encuentra entre 1 % y 5 % y la de la lı́nea base
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entre 40 % y 60 %. Por tanto, se seleccionan los siguientes valores de los parámetros:
β0 ∈ {−0.9,−0.5} y β1 ∈ {−4.6,−3.0,−2.3}, para la precisión se asume que el investigador
puede proporcionar valores de los parámetros con una desviación de 0.5 a 1.5 veces del
valor real, de esta forma los valores a estudiar son γ0 ∈ {0.5, 1.0} y γ1 ∈ {1.0, 1.5}.

La Tabla 4.6 presenta los distintos escenarios usados para el análisis y la Tabla 4.7
contiene las D-eficiencias relativas para todas las combinaciones de los parámetros, en
total 24, donde ξ j denota el diseño óptimo para el modelo con parámetros θ j con j =
1, . . . , 24.

Tabla 4.6. Valores de los parámetros usados en el calculo de las D-eficiencias.

Diseño ξ β0 β1 γ0 γ1
1 -0.50 -2.30 0.50 1.00
2 -0.50 -3.00 0.50 1.00
3 -0.50 -4.60 0.50 1.00
4 -0.90 -2.30 0.50 1.00
5 -0.90 -3.00 0.50 1.00
6 -0.90 -4.60 0.50 1.00
7 -0.50 -2.30 1.00 1.00
8 -0.50 -3.00 1.00 1.00
9 -0.50 -4.60 1.00 1.00
10 -0.90 -2.30 1.00 1.00
11 -0.90 -3.00 1.00 1.00
12 -0.90 -4.60 1.00 1.00
13 -0.50 -2.30 0.50 1.50
14 -0.50 -3.00 0.50 1.50
15 -0.50 -4.60 0.50 1.50
16 -0.90 -2.30 0.50 1.50
17 -0.90 -3.00 0.50 1.50
18 -0.90 -4.60 0.50 1.50
19 -0.50 -2.30 1.00 1.50
20 -0.50 -3.00 1.00 1.50
21 -0.50 -4.60 1.00 1.50
22 -0.90 -2.30 1.00 1.50
23 -0.90 -3.00 1.00 1.50
24 -0.90 -4.60 1.00 1.50
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Tabla 4.7. D-eficiencias para los modelos de la Tabla 4.6
ξ 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
1 1.00 1.10 1.33 1.00 1.10 1.33 1.01 1.07 1.32 1.03 1.06 1.31 1.01 1.06 1.31 1.03 1.05 1.31 1.01 1.04 1.29 1.06 1.03 1.28
2 1.17 1.00 1.07 1.26 1.00 1.07 1.30 1.01 1.07 1.47 1.01 1.06 1.31 1.01 1.06 1.51 1.02 1.06 1.38 1.03 1.06 1.71 1.05 1.05
3 2.08 1.11 1.00 2.65 1.12 1.00 3.00 1.19 1.01 4.47 1.20 1.00 3.05 1.20 1.00 5.20 1.27 1.00 3.61 1.32 1.01 8.24 1.45 1.00
4 1.00 1.13 1.37 1.00 1.12 1.36 1.00 1.09 1.36 1.01 1.08 1.35 1.00 1.09 1.35 1.01 1.08 1.34 1.01 1.07 1.34 1.03 1.05 1.32
5 1.15 1.00 1.08 1.22 1.00 1.07 1.26 1.01 1.09 1.42 1.00 1.06 1.27 1.01 1.08 1.44 1.01 1.06 1.34 1.04 1.09 1.62 1.04 1.05
6 2.05 1.11 1.02 2.50 1.12 1.00 2.83 1.19 1.06 4.23 1.20 1.00 2.89 1.21 1.04 4.68 1.24 1.00 3.42 1.32 1.08 7.53 1.40 1.00
7 1.01 1.16 1.45 1.00 1.16 1.45 1.00 1.11 1.43 1.01 1.11 1.42 1.00 1.11 1.42 1.01 1.10 1.42 1.00 1.08 1.39 1.02 1.06 1.38
8 1.10 1.01 1.11 1.17 1.01 1.12 1.20 1.00 1.10 1.32 1.00 1.11 1.20 1.00 1.10 1.36 1.01 1.10 1.25 1.01 1.09 1.49 1.02 1.09
9 1.98 1.10 1.00 2.51 1.11 1.01 2.80 1.17 1.00 4.06 1.18 1.01 2.85 1.18 1.00 4.70 1.26 1.01 3.33 1.29 1.00 7.10 1.42 1.01

10 1.02 1.21 1.51 1.01 1.20 1.50 1.00 1.16 1.50 1.00 1.15 1.48 1.00 1.16 1.49 1.00 1.14 1.48 1.00 1.12 1.46 1.00 1.09 1.45
11 1.09 1.01 1.12 1.14 1.01 1.11 1.16 1.00 1.12 1.27 1.00 1.10 1.17 1.00 1.11 1.29 1.00 1.10 1.22 1.02 1.11 1.41 1.02 1.09
12 1.95 1.10 1.01 2.38 1.10 1.00 2.67 1.17 1.04 3.87 1.18 1.00 2.72 1.18 1.03 4.30 1.22 1.00 3.17 1.29 1.05 6.59 1.38 1.00
13 1.01 1.17 1.48 1.00 1.18 1.47 1.00 1.12 1.47 1.01 1.12 1.45 1.00 1.12 1.45 1.01 1.11 1.45 1.00 1.09 1.43 1.02 1.06 1.41
14 1.10 1.01 1.13 1.16 1.02 1.13 1.19 1.00 1.12 1.32 1.00 1.12 1.20 1.00 1.11 1.35 1.01 1.12 1.25 1.01 1.10 1.49 1.02 1.10
15 1.96 1.09 1.00 2.47 1.10 1.01 2.76 1.16 1.00 4.00 1.17 1.00 2.81 1.17 1.00 4.63 1.25 1.01 3.28 1.27 1.00 7.01 1.40 1.00
16 1.03 1.23 1.56 1.01 1.23 1.55 1.01 1.18 1.55 1.00 1.17 1.53 1.01 1.17 1.54 1.00 1.15 1.52 1.00 1.14 1.52 1.00 1.10 1.49
17 1.08 1.01 1.13 1.12 1.01 1.12 1.15 1.00 1.14 1.25 1.00 1.11 1.15 1.00 1.13 1.27 1.00 1.11 1.20 1.01 1.13 1.39 1.01 1.10
18 1.93 1.09 1.02 2.34 1.10 1.00 2.62 1.16 1.05 3.80 1.17 1.00 2.67 1.18 1.03 4.20 1.21 1.00 3.12 1.28 1.06 6.45 1.36 1.00
19 1.02 1.22 1.57 1.01 1.23 1.57 1.00 1.16 1.55 1.00 1.16 1.54 1.00 1.15 1.54 1.00 1.14 1.54 1.00 1.11 1.50 1.01 1.09 1.49
20 1.07 1.03 1.19 1.12 1.04 1.20 1.14 1.01 1.18 1.24 1.02 1.18 1.14 1.01 1.17 1.26 1.02 1.18 1.18 1.00 1.15 1.38 1.01 1.15
21 1.86 1.09 1.02 2.34 1.11 1.03 2.57 1.15 1.00 3.60 1.16 1.03 2.60 1.16 1.01 4.16 1.24 1.03 3.00 1.25 1.00 6.03 1.38 1.02
22 1.06 1.30 1.70 1.03 1.31 1.69 1.02 1.24 1.68 1.01 1.23 1.66 1.02 1.23 1.67 1.00 1.21 1.66 1.01 1.18 1.64 1.00 1.15 1.61
23 1.04 1.03 1.19 1.07 1.03 1.19 1.09 1.01 1.19 1.17 1.01 1.18 1.09 1.01 1.18 1.18 1.01 1.17 1.12 1.00 1.17 1.27 1.00 1.15
24 1.82 1.07 1.01 2.20 1.08 1.00 2.44 1.14 1.03 3.42 1.14 1.00 2.48 1.15 1.02 3.80 1.19 1.00 2.85 1.24 1.03 5.57 1.32 1.00
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Para entender los valores reportados en la Tabla 4.7, a continuación se hace la inter-
pretación del escenario que conlleva a la peor D-eficiencia (fila 6, columna 22): El valor
7.52 indica que si se usa a Θ22 como diseño óptimo y el verdadero valor de los parámetros
es Θ6, se deben emplear al menos 7.5 veces más unidades experimentales para lograr la
misma precisión del verdadero diseño óptimo.

Del análisis de sensitividad se derivan las siguientes conclusiones:

• No necesariamente en los escenarios que se especifican erróneamente todos los
valores de los parámetros, se tienen las peores D-eficiencias, al parecer la no orto-
gonalidad entre los parámetros hace que la mala especificación en los parámetros
asociados a la media sea compensada por la especificación del nivel de precisión.
Por ejemplo, las D-eficiencias más altas se dan cuando se subestima el efecto de la
covariable sobre la media y se sobrestima el efecto sobre la precisión.

• Cuando los parámetros asociados a los interceptos (β0 y γ0) se especifican errónea-
mente, las D-eficiencias relativas son cercanas a 1, lo que indica que estos dos
parámetros son los menos sensitivos.

• Las D-eficiencias más grandes se dan cuando el parámetro que se especı́fica errónea-
mente es el asociado a la pendiente de µ, para estos casos las D-eficiencias son
superiores a 2.

• Es muy peligroso especificar valores de los parámetros si se desconoce por completo
el efecto de los mismos, ya que especificar mal los valores de los parámetros puede
conllevar a D-eficiencias bastante altas como se evidencia en los valores de las
columna 10 a 22 que es donde hay variaciones extremas de los parámetros.
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Conclusiones y trabajo futuro

A partir de los resultados encontrados en este trabajo se puede concluir lo siguiente:

5.1. Conclusiones

• Los diseños propuestos en este trabjo permiten realizar una experimentación con-
trolada y eficiente para el modelamiento bajo la distribución Beta, la exploración
se desarrolla para la parametrización media-precisión, pero la idea y el desarrollo
teórico pueden ser adapatados para cualquier parametrización. También estos di-
seños son una valiosa herramienta en especial cuando los recursos del experimento
son limitados y cuando es de suma importancia lograr una alta precisión en las
estimaciones.

• Los diseños D-óptimos Beta difieren sustancialmente de aquellos que son generados
asumiendo una distribución Normal, ya que por una parte la curvatura inducida
por la función de enlace para la media hace que por lo general se requieran más
de dos puntos de diseño, y por otra parte, la no ortogonalidad entre la media y la
precisión hacen que los puntos se inclinen hacia la región donde la precisión es baja.

• En general se encontró que los diseños D-óptimos Beta tienen la caracterı́stica de no
ser simétricos ni igualmente ponderados, lo que hace que sea muy poco probable
que un diseño formulado a partir de la intuición se acerque al diseño óptimo y sea
cercanamente eficiente al mismo.

• Se observó que los diseños que se generan utilizando el enlace raı́z cuadrada re-
quieren más puntos de diseño que los con el enlace logarı́tmico. Con respecto a
la diferencia entre los enlaces de la media, se observó que se requiren más puntos
cuando se usa el enlace complemento log-log y que el diseño siempre se compone
de los puntos extremos de la región diseño y los puntos centrales se mueven de
acuerdo a la magnitud de la curvatura proporcionada por el enlace.

• El algoritmo en general requiere de un número considerable de iteraciones pero que
son logradas en muy poco tiempo, lo que implica su eficiencia. Sin embargo, cuando
los valores de los parámetros son muy cercanos a cero no se logra la convergencia
como es usual en algoritmos computacionales debido a errores numéricos. Se resalta
que empezar con un diseño generado aleatoriamente requiere de menos iteraciones
que de uno usual; como por ejemplo, un diseño simétrico de tres puntos, sin embargo
el valor inicial no influye en el resultado del diseño inicial.
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• Es evidente que los diseños son modelo-dependientes y que el éxito de los mismos
requiere de bastante conocimiento acerca del fenómeno de estudio y/o de experi-
mentación secuencial para lograr altas eficiencias.

• El código en R que contiene el algoritmo puede ser fácilmente implementado por el
experimentador para que genere los diseños presentados en esta tesis.

• Aunque en el presente trabajo solo se construyen diseños para factores continuos
que son la aplicación natural de los diseños óptimos, la teorı́a y el algorı́tmo pueden
aplicarse a factores cualitativos, acotando la grilla de busqueda. Por ejemplo, si se
tiene un factor con tres niveles la grilla de busqueda esta dada por los puntos -1, 0
y 1.

5.2. Trabajo futuro

A partir de los resultados encontrados en este trabajo, se propone lo siguiente posibles
trabajos futuros:

• Siguiendo la lı́nea de trabajo usual, el siguiente paso consiste en primera instancia
en explorar los diseños para más de un factor, ası́ como la inclusión de bloques
y otros criterios de optimalidad. En particular la T-optimalidad que serı́a de gran
ayuda para decidir qué funciones de enlace utilizar.

• Se debe estudiar algunos de los enfoques que permiten sobrellevar la dependencia
del conocimiento de los parámetros, como los diseños minimax o los bayesianos.

• Con el fin de tener una mejor interpretación podrı́a pensarse en explorar los diseños
D-óptimos Beta bajo la parametrización media - varianza, para esto basta con for-
mular la matriz de información y a partir de ella desarrollar el Teorema General de
Equivalencia.

• Realizar un paquete en R que tenga como base el código aquı́ creado, esto con el fı́n
de que la idea de utilizar diseños D-óptimos para generar planes experimentales
sea difundida y utilizada más facilmente.



APÉNDICE A

Algoritmo

A continuación se presenta el código que contiene el algoritmo para generar los diseños

xiOptimo <- function(parametros){

# Para construir la matriz diseno

fx <- function(x) { f.x = cbind(1,x); return(f.x)}

# Para construir los disenos atomizados en 1

funi <- function(x) { f.uni = rbind(x,1); return(f.uni)}

# Multiplicacion de una constante por un diseno

mult <- function(a,xita) { rbind(xita[1,],a*xita[2,])}

#Suma de dos disenos

su <- function(matrix1,matrix2) {rbind(matrix1[1,], matrix1[2,]-matrix2[2,])}

# Matriz de pesos de la matriz de informacion para una unica observacion

W <- function(x){

w <- matrix(0,2,2)

mu <- 1/(1+ exp(-( alpha1 + alpha2*x ) )) # enlace logit

phi <- exp( beta1 + beta2*x )

a <- trigamma((1-mu)*phi) + trigamma(mu*phi)

b <- trigamma((1-mu)*phi)*(1-mu)ˆ2 + trigamma(mu*phi)*muˆ2 - trigamma(phi)

deriv.mu <- mu*(1-mu) # enlace logit

deriv.phi <- phi # enlace log

w[1,1] <- (phiˆ2)*a*deriv.muˆ2

w[2,2] <- b*deriv.phiˆ2

w[1,2] <- phi*(mu*a - trigamma((1-mu)*phi))* deriv.mu*deriv.phi

w[2,1] <- w[1,2]

return(w)

}
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# Crea la matriz diseno para una unica observacion

Pi <- function(x){ rbind(cbind(t(fx(x)),c(0,0)),cbind(c(0,0),t(fx(x)))) }

# Calcula la matriz de informacion para un diseno

M.xita <- function(xita){

x <- xita[1,]

lambda <- xita[2,]

n <- length(x)

Mi <- lapply(1:length(x),function(i) lambda[i]*Pi(x[i])%*%W(x[i])%*%t(Pi(x[i])))

Mi <- array(unlist(Mi),dim=c(4,4,n)) # esto cambia segun el numero de parametros

M <- apply(Mi,1:2,sum)

return(M)

}

# Matriz de informacion para un punto de la grilla de busqueda

M.x <- function(x) { Pi(x)%*%W(x)%*%t(Pi(x)) }

# FUNCION DE SENSITIVIDAD

d <- function(xita.grilla,sita.dis) {

sum(diag(M.x(xita.grilla)%*%solve(M.xita(sita.dis))))

}

sita.new2 <- matrix(c(runif(3,-1,1),rep(1/3,3)),2,3,byrow=T)

k <- ncol(sita.new2)

condicion <- 1

s <- 0

while(condicion > 0.001){

xita_0 <- sita.new2

# 2. Encontar el punto de la region diseno en el cual la funcion de

# sensitividad es maxima

se <- seq(-1,1,0.1)

sens <- rep(NA,length(se))

for(i in 1:length(se)){

sens[i] <- d(se[i],xita_0)

}

x.new <- rbind(se,sens)[1,sens==max(sens)]
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sita.new <- funi(x.new)

# 3. Creacion del diseno aumentado

epsilon_s <- (k+s)ˆ-1

uno.epsilon <- diag(c(1,1-epsilon_s))

epsilon <- diag(c(1,epsilon_s))

# Diseno resultante

condition <- sum(xita_0[1,]== x.new)

if(condition==1){

# esto es si al diseno se agrega un punto que ya estaba

peso.punto.agr <- (1-epsilon_s)*xita_0[2,xita_0[1,]==x.new] + epsilon_s*sita.new[2,]

dis.agr <- matrix(c(x.new,peso.punto.agr),2,1)

sita.new1 <- cbind(uno.epsilon%*%xita_0[,xita_0[1,]!=x.new],dis.agr)

sita.new1 <- sita.new1[,order(sita.new1[1,])]

} else

{

# si al diseno se le agrega un punto diferente a los ya que ya estan en el diseno

sita.new1 <- t(apply(cbind(uno.epsilon%*%xita_0,epsilon%*%sita.new),1,sort))

}

# 4. Remover el punto dentro del diseno que minimice la varianza

# de la prediccion

sens1 <- rep(NA,ncol(sita.new1))

for(i in 1:ncol(sita.new1)){

sens1[i] <- d(sita.new1[1,i],sita.new1)

}

f <- rbind(sita.new1,sens1)

# Este es el diseno con el punto menos informativo

dis.menos.info <- matrix(f[1:2,sens1==min(sens1)],2,1)

# Diseno con el punto menos informativo removido

diseno.02 <- matrix(0,2,ncol(sita.new1))

op <- c(sita.new1[1,]== dis.menos.info[1])

diseno.02[,op] <- funi(sita.new1[,c(sita.new1[1,]== dis.menos.info[1])][1])

# 5. Construccion del diseno resultante al remover el punto menos informativo

epsilon_s_barra <- min(epsilon_s,dis.menos.info[2])

sita.new2 <- mult(1+epsilon_s_barra,su(sita.new1,mult(epsilon_s_barra,diseno.02)))
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# 6. Calculo del criterio de convergencia

m <- 4

condicion <- d(x.new, xita_0)-m

s <- 1 + s

}

resultados <- list(param = parametros, diseno = sita.new2,

determinante = det(M.xita(sita.new2)), numIter = s)

return(resultados)

}



Notación

y ∼ Beta(µ, φ), indica que la variable aleatoria y tiene distribución Beta de parámetros µ
y φ.

ζ: Parámetros de la distribución Beta.

µ: Media de la distribución Beta.

φ: Parámetro de precisión de la distribución Beta.

β: Parámetros de regresión de la media.

γ: Parámetros de regresión de la precisión.

Φ(·): Función de distribución normal estándar.

g1: Función de enlace para la media µ.

g2: Función de enlace para la precisión φ.

∂
∂x f (x, y): Derivada parcial con respecto a x de la función f (x, y)

θ: Vector de todos los parámetros de regresión.

ω: Vector de todas las variables diseño.

θ̂: Estimador máximo verosimil de θ.

l( f (x, θ)): Función de log-verosimilitud de f (x, θ).

Γ(·): Función gamma.

ψ(·): Función digamma.

M(x): Matriz de información de Fisher.

ν(x): Matriz elemental de información.
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x: Predictores de la media.

z: Predictores de la precisión.

Θ: Espacio de parámetros.

ξ: Diseño óptimo.

Ξ: Espacio de todos los diseños.

d(ω, ξ): Función de sensitividad del diseño ξ evaluada en el punto ω.

tr{A}: Traza de A.

Ψ(M(ξ)): Función criterio evaluada en la matriz de información M(ξ).
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Ferrari, S. & Cribari-Neto, F. (2004), ‘Beta Regression for Modelling Rates and Proportions’,
Journal of Applied Statistics 31(7), 799–815.
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