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Caṕıtulo 1

Introdução

Emmodelos normais lineares o conjunto de observações é denotado pelo vetor

(y1, ..., yn)
′
, que supõe-se ser a realização de um vetor aleatório Y com com-

ponentes independentes, normalmente distribúıdas com média (µ1, ..., µn)
′
e

variância constante σ2. O conjunto de covariáveis ou de variáveis explicativas

é apresentado numa matriz X, n× p , onde cada linha de X faz referência à

uma observação diferente e cada coluna a uma covariável diferente. A relação

entre o vetor das médias e as variáveis explicativas é dada por µ = Xβ, onde

β = (β1, ..., βp)
′. Estas idéias podem ser resumidas do seguinte modo:

1. A componente aleatória onde as observaçôes yi, i = 1, ..., n, são inde-

pendentes normalmente distribúıdas com E(yi) = µi e variância con-

stante σ2.

2. Uma componente sistemática: O preditor linear η é dado por η = Xβ,

onde X é a matriz das variáveis explicativas e β = (β1, ..., βp)
′
é o vetor

dos parâmetros.

3. Uma ligação entre as componentes aleatória e sistemática: µ = η.
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Quando existe heterogeneidade da variância, (1) não e válido e deverá ser

substitúıdo. Neste casso, é conveniente considerar uma análise com mode-

lagem expĺıcita do parâmetro de dispersão, incluindo posśıveis explicações da

heterogeneidade através de variáveis explicativas. Por exemplo, a variância

na análise de regressão normal pode ser modelada através de variáveis ex-

plicativas, como g(σ2
i ) = z′iγ, onde g é uma função real apropriada e zi =

(z1, ..., zr)
′ um conjunto de variáveis explicativas. Uma abordagem clássica

para a modelagem da heterogeneidade da variância na análise de regressão

normal foi proposta por Harvey (1976) com g = log.

Se ϵi e ϵj, i ̸= j, não são independentes, Var(ϵ) = Σ não é uma matriz

diagonal. Assim, é necessário fazer uma análise com modelagem expĺıcita

dos elementos da matriz de covariância que não estão sobre a diagonal.

Usualmente, algumas restrições são usadas para garantir que a matriz de

covariâncias seja positiva definida. Por exemplo, nos processos estacionários

Gaussianos estudados em Geoestat́ıstica, a matriz de covariâncias é explici-

tamente modelada através da função de correlação. Esta é modelada como

uma função da distância euclideana entre as unidades de observação. Adi-

cionalmente, dado que são necessárias algumas restrições para garantir a

positividade da matriz de covariâncias, unicamente funções de correlação

pertencentes à famı́lia de funções positivas são consideradas. Para maiores

discussões, ver Diggle e Verbyla (1998) e Stein (1999).

Generalizando (1) na especificação dos modelos normais lineares para dis-

tribuições na famı́lia exponencial e (3) para ligações diferentes da identidade

ηi = h(µi), onde h é uma função monótona diferenciável, se obtém os mo-

delos lineares generalizados (McCullagh e Nelder, 1996). Uma metodologia

Bayesiana foi proposta por Dey, Gelfand e Peng (1997) para a modelagem
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de parâmetros ortogonais na famı́lia exponencial biparamétrica, da forma

f(y|θ, τ) = b(y) exp[θy + τT (y)− ρ(θ, τ)]. (1.1)

Mostra-se na Seção 2.7 deste trabalho que, sob condições gerais de regulari-

dade (Zacks, 1971),

∂ρ

∂θ
= E(y | θ, τ) = µ e

∂2ρ

∂θ2
= V ar(y | θ, τ)

e que usando a notação Ψ(i,j) = ∂i+j

∂µi∂τ j
Ψ, e com Ψ determinado por θ =

Ψ(1,0)(µ, τ) e ρ(θ, τ) = −Ψ(µ, τ) + µΨ(1,0)(µ, τ), a equação (1.1) pode ser

expressada através da parametrização da média como

f(y|µ, τ) = b(y) exp[(y − µ)Ψ(1,0)(µ, τ) + τT (y)−Ψ(µ, τ)].

Pode-se demonstrar, então, que

E

(
∂2 log f

∂τ∂µ

)
= Ψ(2,1)(µ, τ)E(y − µ) = 0,

o que define ortogonalidade entre os parâmetros µ e τ . Modelando estes

parâmetros como h(µ) = x′β e g(τ) = z′γ, onde h e g são funções monótonas

diferenciáveis, os parâmetros dos modelos de regressão podem ser estimados

usando metodologia clássica ou Bayesiana, mediante um processo iterativo

alternado entre β e γ.

Generalizando o item 2. para ηi = f(xi, β), onde f é uma função não

linear dos parâmetros, obtemos um modelo normal não linear. Quando a

variância não é constante, é conveniente considerar, novamente, uma análise

com uma modelagem expĺıcita da mesma, incluindo posśıveis efeitos nâo

lineares através de variáveis explicativas. Na análise de modelos de regressão
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normais não lineares, a variância pode ser modelada como no Caṕıtulo 2,

através de variáveis explicativas. Isto é, σ2 = g(z, γ), onde g é uma função

apropriada e z é um conjunto de variáveis explicativas da variância. Uma

outra generalização pode ser feita em modelos não lineares. A distribuição

em (1) pode ser generalizada para distribuições na famı́lia exponencial. Com

estas generalizações nós chegamos ao que podeŕıamos chamar modelos não

lineares generalizados.

Neste trabalho de tese, sumarizam-se resultados da abordagem clássica na

modelagem de parâmetros da famı́lia exponencial biparamétrica como mo-

delos de regressão, e se fazem propostas de abordagem Bayesiana para esta

modelagem. Se propõe extensões das metodologias propostas para o ajuste

de modelos não lineares na média e no parâmetro de dispersão de observações

com distribuição na famı́lia exponencial biparamétrica. Também se propõe

uma abordagem Bayesiana para a modelagem da matriz de covariâncias em

modelos normais de regressão linearres, quando as observações não são in-

dependentes. Esta metodologia também é estendida para a modelagem da

variância intra-individual em modelos hierárquicos.

O Caṕıtulo 2 faz um resumo de modelos lineares gene-

ralizados e das abordagens clássica e Bayesiana para estimação dos parâ-

metros, apresentando o método escore de Fisher e uma abordagem Bayesiana

usando o algoritmo de Metropolis-Hastings. Considera-se, também, a famı́lia

exponencial biparamétrica estudada em Dey, Gelfand e Peng (1997).

No Caṕıtulo 3 considera-se a situação onde modelos de regressão são pro-

postos para a média e a variância de observações normalmente distribúıdas.

Neste caṕıtulo, inicialmente, resumimos uma abordagem clássica para a mo-

delagem da heterogeneidade da variância em análise de regressão normal

(Aitkin, 1987). Depois, proveremos o algoritmo MCMC para obter amostras
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aproximadas da distribuição a posteriori resultante. Ilustramos este algo-

ritmo com dados simulados, o aplicamos na análise de dados de árvores de

cereja (Ryan, Joiner e Ryan 1976), e comparamos os resultados obtidos com a

análise clássica deste conjunto de dados. O caṕıtulo é finalizado com algumas

conclusões e sugestões de extensões.

A idéia do Caṕıtulo 3 é estendida no Caṕıtulo 4 para a modelagem da

regressão na famı́lia exponencial biparamétrica com parâmetros ortogonais

no sentido de Cox e Reid (1987). Como um exemplo modelamos a média e

o parâmetro de forma na distribuição gama. Estendemos estas idéias para

a modelagem de regressão de parâmetros não ortogonais na famı́lia de dis-

tribuições exponencial de dois parâmetros. Como exemplos, modelamos a

média e a variância na distribuição gama, e a média e o parâmetro de dis-

persão na distribuição beta. Vários estudos de simulação foram feitos para

ilustrar esta metodologia. Também é apresentada uma aplicação.

As metodologias propostas nos caṕıtulos anteriores para a modelagem

de parâmetros ortogonais, ou não, na famı́lia de distribuições exponencial

biparamétrica, é revista no Caṕıtulo 5 para ajustar modelos normais não lin-

eares com variância variável. As mesmas metodologias são propostas para a

modelagem de parâmetros ortogonais como modelos de regressão não lineares

na famı́lia exponencial biparamétrica.

No Caṕıtulo 6 propomos uma abordagem Bayesiana para modelar estru-

turas de regressão na média e na matriz de variâncias-covariâncias de ob-

servações com distribuição normal. Inicialmente, apresentamos a estratégia

de modelagem proposta por Pourahmadi (1999). Apresenta-se a metodologia

Bayesiana usada para ajustar os modelos, como uma generalização do algo-

ritmo apresentado na Seção 3.3. A abordagem é ilustrada com um estudo

simulado e uma aplicação com dados reais.
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No Caṕıtulo 7 fazemos uma proposta para a modelagem de dados re-

sultantes de medições repetidas onde a relação entre a resposta e as co-

variáveis tem uma estrutura de regressão linear, considerando uma estrutura

hierárquica com ênfase particular em dois ńıveis de variabilidade, como uma

extensão da modelagem da matriz de covariâncias proposta no caṕıtulo 6.

O Caṕıtulo 8 sumariza conclusões sobre os resultados obtidos nos caṕıtulos

anteriores.
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Caṕıtulo 2

Aspectos teóricos

2.1 Introdução

Este Caṕıtulo é um resumo dos modelos lineares generalizados (MLG) e

inclui elementos das abordagens clássica e Bayesiana para estimação dos

parâmetros. Tem como objetivo ilustrar o método escore de Fisher usado

para ajustar MLG e apresentar uma abordagem Bayesiana para obter as

estimativas dos parâmetros usando o algoritmo de Metropolis-Hastings.

As três seções seguintes deste caṕıtulo são apresentadas baseadas no livro

de Agresti (1990). A Seção 2.2 apresenta os modelos lineares generalizados.

A Seção 2.3 apresenta o método de Newton Raphson, como uma forma de

introduzir na Seção 2.4 o método de escore de Fisher. Na Seção 2.4 se inclui

também, a relação entre estimação de máxima verossimilhança, usando escore

de Fisher e a estimação por mı́nimos quadrados ponderados (MQP). A Seção

2.5 apresenta alguns elementos de inferência Bayesiana. A Seção 2.6 apre-

senta o algoritmo de Metropolis-Hastings usado para fazer inferência sobre os

parâmetros. Na Seção 2.7 considera-se a famı́lia exponencial biparamétrica

estudada em Dey, Gelfand e Peng (1997), e sua reparametrização na média
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e no parâmetro de dispersão. Demostra-se a ortogonalidade entre estes dois

parâmetros e propõe-se o algoritmo dado em Aitkin (1987) para ajustar mod-

elos de regressão para a modelagem simultanea da média e do parâmetro de

dispersão.

2.2 Modelos lineares generalizados

Nos modelos lineares generalizados (MLG), a componente aleatoria Y =

(y1, ..., yn)
′ é formada por observações independentes, com funções de proba-

bilidade da forma

f(yi|θi, ϕ) = exp {[yiθi − b(θi)]/a(ϕ) + c(yi, ϕ)}, i = 1, ..., n. (2.1)

O parâmetro θi é chamado de parâmetro natural. A função a(ϕ) fre-

quentemente tem a forma a(ϕ) = ϕ/wi para pesos conhecidos wi, e ϕ é

comunmente chamado de parâmetro de dispersão. b(.) e c(.) são funções de

valor real espećıficas.

Expressões gerais para a média e a variância de Y usam termos em (2.1).

Seja ℓ(θi, ϕ|yi) = log f(yi|θi, ϕ) o logaritmo da função de densidade consi-

derado como uma função de θi e ϕ, dado yi. Então,

ℓ(θi, ϕ|yi) =
[
yiθi − b(θi)

]
/a(ϕ) + c(yi, ϕ)

e ∂ℓ/∂θi =
[
yi − b′(θi)

]
/a(ϕ), ∂2ℓ/∂θ2i = −b

′′
(θi)/a(ϕ), (2.2)

onde b
′
(θi) e b

′′
(θi) denotam a primeira e segunda derivada de b avaliada em
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θi. Dado que sob condições de regularidade de Cramér-Rao (Zacks, 1971, pg.

182),

E(∂ℓ/∂θ) = 0 e − E(∂2ℓ/∂θ2) = E2(∂ℓ/∂θ)

de (2.2) se conclui que

µi = E(yi) = b′(θi) e σ2
i = Var(yi) = b′′(θi)a(ϕ).

A componente sistemática, a segunda componente dos modelos lineares

generalizados, refere-se às variáveis explicativas usando o preditor linear

η = Xβ,

onde η = (η1, ..., ηn)
′, β = (β1, ..., βp)

′ e X é uma matriz n × p como na

introdução .

A função de ligação que é a terceira componente dos modelos lineares

generalizados conectam µi = E(yi) com o preditor linear por

ηi = h(µi), i = 1, ..., n,

onde h é uma função monótona e diferenciável. A função h, para a qual

h(µi) = θi em (2.1), é chamada de ligação canônica.

2.2.1 Verossimilhança e equação de informação

Em modelos lineares generalizados, dado Y = (yi, ..., yn)
′ com componentes

independentes e distribuição na famı́lia exponencial biparamétrica definida

pela equação (2.1), a função de verosimilhança está dada pelo produto

L(β) = Πn
i=1f(yi|θi, ϕ)

onde a notação L(β) é adotada para indicar que Θ = (θ1, ..., θn) depende de

β.
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Nosso objetivo é determinar o valor de β que maximiza L(β). Então,

dado que as funções L(β) e ℓ(β) alcançam seu valor máximo no mesmo valor

de β, por simplicidade maximizamos a função.

ℓ(β) =
n∑

i=1

log f(yi|θi, ϕ)

=
n∑

i=1

ℓ(θi, ϕ|yi)

=
n∑

i=1

{[
yiθi − b(θi)

]
/a(ϕ) + c(yi, ϕ)

}
.

O primeiro passo nesta direção é determinar a função escore definida pelo

vetor das derivadas primeiras de ℓ(β) com relação às componentes de β. Isto

é, a função escore está definida pelo vetor (∂ℓ/∂β1, ..., ∂ℓ/∂βp). Para isto,

calculamos

∂ℓi
∂βj

=
∂ℓi
∂θi

∂θi
∂µi

∂µi

∂ηi

∂ηi
∂βj

.

Dado que ∂ℓi
∂θi

=
[
yi − b′(θi)

]
/a(ϕ) , µi = b′(θi) e Var(yi) = b′′(θi)a(ϕ),

∂ℓi
∂θi

= (yi − µi)/a(ϕ)

∂µi

∂θi
= b′′(θi) = Var(yi)/a(ϕ)

Destas equações, conclúımos que

∂ℓi
∂βj

=
(yi − µi)

a(ϕ)

a(ϕ)

Var(yi)

∂µi

∂ηi
xij (2.3)

dado que ∂µi/∂ηi depende da função de ligação h para o modelo, e ∂ηi/∂βj =

xij. Em consequência, o sistema de equações que se tem que solucionar para

determinar os valores de β que maximizam a função de verossimilhança é

n∑
i=1

(yi − µi)xij

Var(yi)

∂µi

∂ηi
= 0, j = 1, ..., p.
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2.2.2 Matriz de informação de Fisher

A matriz de informação é o valor negativo do valor esperado da matriz Hes-

siana. Isto é, o valor negativo do valor esperado da matriz de segundas

derivadas do logaritmo da função de verossimilhança. Das equações de reg-

ularidade de Cramér-Rao (Zacks, 1971, pg. 182)segue

E
( ∂2ℓi
∂βlβj

)
= −E

( ∂ℓi
∂βl

)( ∂ℓi
∂βj

)
= −E

[(yi − µi)xil

Var(yi)

∂µi

ηi

(yi − µi)xij

Var(yi)

∂µi

∂ηi

]
= − xilxij

Var(yi)

(∂µi

∂ηi

)2
.

De onde

−E
( ∂2ℓi
∂βlβj

)
=

xilxij

Var(yi)

(∂µi

∂ηi

)2
. (2.4)

Em consequência, a matriz de informação de Fisher, que tem elementos

− E(∂2ℓ(β)/∂βl∂βj), pode também ser definida por

I = X ′WX,

onde W é a matriz diagonal com elementos na diagonal definidos por

wi = (∂µi/∂ηi)
2/V ar(yi).

Sob condições de regularidade, o estimador de máxima verossi-

milhança de β tem, para uma amostra grande, distribuição normal com ma-

triz de covariâncias igual ao inverso da matriz de informação de Fisher.

Seja β̂ um estimador de máxima verossimilhança de β. Para ilustrar a

normalidade assintótica de β̂, partimos da seguinte aproximação de Taylor
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∂ℓ

∂β
≃ ∂ℓ(β̂)

∂β
+

∂ℓ2(β̂)

∂β∂β′ (β − β̂),

onde ∂ℓ(β̂)/∂β e ∂ℓ2(β̂)/∂β∂β′ representam ∂ℓ(β)
∂β

e ∂ℓ2(β)/∂β∂β′ avaliados

em β = β̂. Usando as igualdades

∂ℓ(β̂)

∂β
= 0,

∂ℓ(β)

∂β
= T ′V − 1

2Z,

∂ℓ2(β̂)

∂β∂β′ = −X ′WX = −T ′V −1T,

onde

T ′ =


x11(∂µ1/∂η1) . . . x1n(∂µn/∂ηn)

. . . . . . . . .

xp1(∂µ1/∂η1) . . . xpn(∂µ1/∂η1)

 ,
V = diag(1/V ar(yi)) e Z o vetor com componentes

zi =
yi − µi√
var(yi)

,

se obtém:

β̂ − β ≈ (T ′V −1T )−1T ′V −1/2Z.

Usando teoŕıa asintótica se pode concluir que:

β̂ − β ≈ Np(β, (X
′WX)−1) = Np(β, I

−1
p ).

Esta distribução é usada para construir intervalos ou regiões de confiança

para funções de β. Inicialmente, o intervalo de confiança 100(1− α) % para

βk tem limites β̂k ± zα/2i
kk onde ikk é o k-ésimo elemento da matriz I−1,

k = 1, ..., p.
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2.3 Método de Newton Raphson

O método de Newton Raphson é um método para solucionar equações não

lineares. Este método pode solucionar equações tais como as equações da

verossimilhança, que determinam o ponto em que uma função de verossi-

milhança é maximizada. O método requer um valor inicial para o valor que

maximiza a função. A função é aproximada numa vizinhança desse valor

inicial por um polinômio de segundo grau, e o segundo valor é o ponto onde

este polinômio alcança seu valor máximo. A função é então aproximada numa

vizinhança desse segundo valor por outro polinômio de segundo grau, e o

terceiro valor é o ponto onde este polinômio alcança seu máximo valor. Desta

maneira, o método gera uma sequência de valores. Estes valores convergem

para a localização do máximo quando a função é adequada e/ou o valor inicial

é apropriado. Se o valor inicial não for apropriado, o método de Newton

Raphson pode gerar uma sequência de valores que convergem para um ponto

onde a função tem máximo local. Em consequência, para determinar o ponto

onde a função alcança seu valor máximo, é recomendável repetir algumas

vezes o processo considerando valores iniciais distintos.

Mais detalhadamente, o método de Newton Raphson determina o valor

β̂ do vetor β = (β1, ..., βp)
′ que maximiza uma função ℓ(β). Seja q =

( ∂ℓ
∂β1

, ..., ∂ℓ
∂βp

)′ o vetor das derivadas primeiras, e H a matriz das segundas

derivadas
∂2ℓ

∂βi∂βj

, ij = 1, ..., p.

Sejam q(k) e H(k) os termos q e H, respectivamente, avaliados num valor

corrente β(k). Então, denotando por Q(k)(β) a aproximação de ℓ(β) dada por

termos de até segunda ordem na sua expansão de Taylor em torno de β(k),

Q(k)(β) = ℓ(β(k)) + (q(k))
′
(β − β(k)) +

1

2
(β − β(k))

′
H(k)(β − β(k)).
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Esta função Q(k)(β) alcança seu valor máximo no ponto β(k+1) para o qual

∂Q(k)

∂β
= q(k) +H(k)(β − β(k)) = 0.

Isto é, para

β(k+1) = β(k) − (H(k))−1q(k). (2.5)

Uma estimativa do ponto onde ℓ(β) alcança seu valor máximo, é encon-

trada repetindo (2.5) até que algum critério definido entre estimativas de

ciclos sucessivos seja satisfeito.

2.4 Newton-Raphson e escore de Fisher

Ométodo iterativo mais utilizado para ajustar modelos lineares generalizados

é chamado escore de Fisher, e é parecido com o método de Newton-Raphson.

A distinção é que escore de Fisher usa o valor esperado da matriz das segun-

das derivadas.

Se β(k) denota a k-ésima aproximação para os valores que maximizam a

verossimilhança, para o método de Newton Raphson,

β(k+1) = β(k) + (H(k))−1q(k),

onde H é a matriz que tem como entradas ∂2ℓ(β)
∂βl∂βj

, l, j = 1, ..., p, q é o vetor

que tem elementos ∂L(β)
∂βj

, e H(k) e q(k) são H e q avaliados em β = β(k). A

fórmula de escore de Fisher é

β(k+1) = β(k) + (I(k))−1q(k)

ou

I(k)β(k+1) = I(k)β(k) + q(k). (2.6)
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onde I(k) é o valor da matriz de informação no ponto β(k), isto é, I(k) tem

elementos −E( ∂2ℓ(β)
∂βl∂βj)

), avaliados em β(k).

No contexto dos modelos lineares generalizados, em continuação, mostra-

se a relação entre estimação de máxima verossimilhança usando escore de

Fisher e a estimação por mı́nimos quadrados ponderados. O lado direito da

equação (2.6) é o vetor p-dimensional que tem como componentes

{
− E

[(∂2ℓ(β(k))

∂ℓβl∂β1

)
, ....,

(∂2ℓ(β(k))

∂ℓβl∂βp

)]
β(k)

}
+
(∂ℓ(β(k))

∂βl

)
}, l = 1, ..., p,

onde usamos a notação ∂ℓ(β(k))/∂βl e ∂2ℓ(β(k))/∂ℓβl∂βj para indicar que

∂ℓ(β)/∂βl e ∂2ℓ(β)/∂ℓβl∂βj, j = 1, ...p, estão avaliados em β(k), a k-ésima

aproximação de β. Substituindo nesta expressão baseados em (2.3) e (2.4)

se conclui que o vetor I(k)β(k) + q(k) tem como l-ésima componente

Σj

[
Σi

xilxij

V ar(Yi)

(∂µi

∂ηi

)2
β
(k)
j

]
+ Σi

(yi − µ
(k)
i )xil

V ar(Yi)

∂µi

∂ηi
, l, j = 1, ..., p, 1, ..., n,

onde µi e
∂µi

∂ηi
estão avaliados em β(k). Colocando na forma matricial temos

I(k)β(k) + q(k) = X
′
W (k)ỹ(k),

onde W (k) é a matriz com elementos wi = (∂µi

∂ηi
)2/V ar(Yi) na diagonal prin-

cipal, avaliada em β(k), e ỹ(k) tem elementos

ỹ
(k)
i = Σjxijβ

(k)
j + (yi − µ

(k)
i )

(∂µi

∂ηi

)(k)
= η

(k)
i + (yi − µ

(k)
i )

(∂µi

∂ηi

)(k)
.

Assim a equação (2.6) pode ser escrita na forma
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(X
′
W (k)X)β(k+1) = X

′
W (k)ỹ(k).

Esta é a equação usada para o ajuste de mı́nimos quadrados ponderados de

um modelo linear com variável dependente ỹ(k), quando a matriz de variáveis

explicativas é X e a matriz dos pesos é W (k). A equação tem solução

β(k+1) = (X
′
W (k)X)−1X

′
W (k)ỹ(k).

A variável ỹ nesta formulação é uma forma linearizada da função de ligação

em µ, avaliada em y, pois a expansão de Taylor g(yi) em torno de µi

g(yi) ≈ g(µi) + (yi − µi)g
′
(µi) = ηi + (yi − µi)(

∂ηi
∂µi

) = ỹi

Esta variável ajustada ỹ, também chamada variável de trabalho ou variável

ajustada, tem i-ésimo elemento dado por ỹ
(k)
i para o k-ésimo ciclo do esquema

iterativo. Neste ciclo, nós fazemos regressão de ỹ(k) em X com pesos W (k)

para obter uma nova estimativa β(k+1). Esta estimação leva a um novo

valor do preditor linear η(k+1) = Xβ(k+1) e a uma nova variável dependente

ajustada ỹ(k+1) para o ciclo seguinte. O estimador de máxima verossimilhança

(EMV) é o limite de β(k) quando k vai para ∞. Em resumo, o EMV resulta

do uso de mı́nimos quadrados ponderados, em que as observações e matriz

de pesos se substituem a cada ciclo. O processo é chamado de mı́nimos

quadrados ponderados iterativos.

Uma forma simples de iniciar o processo iterativo usa os dados como a

primeira estimação de µ. Isto determina a primeira estimação da matriz dos

pesos W e então da estimativa inicial de β. O processo de iterações con-

tinua até que algum critério de parada seja satisfeito, por exemplo, até que

as diferenças entre estimativas de ciclos sucessivos sejam suficientemente pe-

quenas. No primeiro passo, pode ser necessário ajustar ligeiramente algumas

observações para que g(y), o valor inicial de z, seja finito.
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A matriz de covariância assintótica de β̂ é a inversa da matriz de in-

formação, estimada por

Ĉov(β̂) = (X
′
ŴX)−1,

onde Ŵ é W avaliada em β̂. De (2.7), a forma de W depende da função de

ligação escolhida para o modelo

2.5 Inferência Bayesiana

Num estudo estat́ıstico espećıfico é posśıvel que os pesquisadores tenham in-

formação prévia sobre os valores dos parâmetros. Esta informação poderá

ser incorporada formalmente nas análises estat́ısticas através de uma função

de distribuição para θ, com densidade ou função de probabilidade p(θ), que

dependerá de um conjunto de parâmetros θ′, comumente chamados de hiper-

parâmetros, e que inicialmente são assumidos conhecidos. p(θ) é chamada

de distribuição a priori.

Então, observados os valores da variável de interesse Y , têm-se duas fontes

de informação sobre os parâmetros: a função de verosimilhança L(θ|Y ) =

Πf(yi|θ) e a distribuição a priori p(θ). Assim, nas análises estat́ısticas, as

inferências podem ser baseadas na ditribuição de θ depois de observados os

dados. Esta distribuição, chamada de distribuição a posteriori de θ, denota-se

π(θ) e pode ser obtida através do teorema de Bayes

π(θ) ∝ L(θ)p(θ).

Na abordagem Bayesiana, inferências sobre θ são baseadas na distribuição

a posteriori π(θ). O conceito de distribuição a priori e de distribuição a

posteriori são relativos ao tempo em que são feitas as observações.
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Exemplo. Suponha que as observações yi e xi = (xi1, ..., xip)
′, i = 1, ..., n,

seguem o modelo

yi = x′
iβ + ϵi, ϵi ∼ N(0, σ2

i ),

onde β = (β1, ..., βp)
′ é o vetor de parâmetros de regressão e os ϵi, i = 1, ..., n,

são independentes. A função de verossimilhança, assumindo que o parâmetro

de dispersão σ2 é conhecido, é dada por

L(β|σ2) ∝ exp
{
− 1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)

}
,

onde X é a matriz n× p de variáveis explicativas e Σ = σ2In.

Assumindo que a informação a priori sobre β é dada por uma distribuição

normal com média b e variância B, a distribuição a posteriori, aplicando o

teorema de Bayes é:

π(β|σ2) ∝ exp
{
− 1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)− 1

2
(β − b)′B−1(β − b)

}
(2.7)

Assim, mostra-se que π(β|σ2) tem distribuição normal com média b∗ e

variância B∗ determinadas por b∗ = B∗(B−1b + X ′Σ−1Y ) e B∗ = (B−1 +

X ′Σ−1X)−1. De (2.7) temos que

π(β|γ) ∝ exp
{
− 1

2

[
β

′
(B−1 +X ′Σ−1X)β − (b

′
B−1 + Y ′Σ−1X)β

−β
′
(B−1b+X ′Σ−1Y )

]}
∝ exp

{
− 1

2

[
(B−1b+X ′Σ−1Y )′(B−1 +X ′Σ−1X)−1(B−1b+X ′Σ−1Y )

]}
×

exp
{
− 1

2

[
β

′
(B−1+X ′Σ−1X)β−(b′B−1+Y ′Σ−1X)β−β ′

(B−1b+X ′Σ−1Y )
]}
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pois o primeiro fator exponencial não depende de β e entra formando parte

da constante de proporcionalidade. Reagrupando alguns termos, se obtém:

∝ exp
{
− 1

2

[
β

′
(B−1 +X ′Σ−1X)− (b

′
B−1 + Y ′Σ−1X)

]
×
[
β − (B−1 +X ′Σ−1X)−1(B−1b+X ′Σ−1Y )

]}
∝ exp

{
− 1

2

[
β−(B−1+X ′Σ−1X)−1(B−1b+X ′Σ−1Y )

][
B−1 +X ′Σ−1X

]
[
β − (B−1 +X ′Σ−1X)−1(B−1b+X ′Σ−1Y )

]}
,

o que conclui a demostração.

A escolha de uma distribuição normal como a priori é um exemplo de

distribuição a priori conjugada. Isto é, de distribuições para as quais a dis-

tribuição a priori e a distribuição a posteriori pertencem à mesma famı́lia de

distribuições.

Note que se B = σ2In, a quantidade de informação contida na priori se

reduze a medida que σ2 cresce. No limite, quando σ2 tende a infinito se

obtém uma distribuição a priori não informativa.

Nas simulações e aplicações dadas neste trabalho, se consideram dis-

tribuições a priori com variância na forma cIn com c suficientemente grande.

Para um estudo detalhado sobre prioris não informativas, ver Jeffreys (1961),

Bernardo (1979) e Berger e Bernardo (1992).

Na abordagem Bayesiana as inferências sobre os parâmetros são baseadas

na distribuição a posteriori. Dado que nem sempre é posśıvel sumarizar a in-

formação a posteriori analiticamente, neste trabalho usamos métodos basea-

dos em simulação estocástica usando cadeias de Markov, que usam amostras

da distribuição π para resumir a informação. Estes métodos provem uma

aproximação da distribuição a posteriori, e deverão ser usados unicamente

quando nâo é posśıvel resumir a informação a posteriori analiticamente.
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2.6 O algoritmo de Metropolis-Hastings

Esta seção apresenta um dos métodos propostos para fazer inferência es-

tat́ıstica quando a distribuição a posteriori não é tratável analiticamente. O

método aqui apresentado é chamado Metropolis-Hastings e é um dos métodos

de simulação estocástica, que usa cadeias de Markov.

Seja π uma distribuição conhecida e suponha que desejamos gerar uma

amostra de π usando cadeias de Markov. Neste caso, temos que construir

um núcleo de transição p(θ, ϕ) tal que π seja a distribuição de equiĺıbrio

da cadeia. Uma forma fácil de fazer isto é quando p satisfaz a condição de

reversibilidade da cadeia

π(θ)p(θ, ϕ) = π(ϕ)p(ϕ, θ), para todo θ, ϕ,

que é conhecida como equação de equiĺıbrio detalhado (Green, 1995). Esta é

uma condição suficiente para que π seja a distribução de equilibrio da cadeia,

pois o processo de integração implica que∫
π(θ)p(θ, ϕ)dθ = π(ϕ), para todo ϕ.

O núcleo p(θ, ϕ) pode ser constrúıdo em duas partes: um núcleo arbitrário

de transição q(θ, ϕ), onde
∫
q(θ, ϕ)dϕ = 1, e uma probabilidade de aceitação

α(θ, ϕ) tal que

p(θ, ϕ) = q(θ, ϕ)α(θ, ϕ), θ ̸= ϕ

e

p(θ, θ) = 1−
∫
q(θ, ϕ)α(θ, ϕ)dϕ.

O núcleo de transição q(θ, ϕ) propõe o movimento da cadeia e quando o

processo está no ponto θ, este gera um novo valor ϕ a partir de q(θ, ϕ). A

expressão para a probabilidade de aceitação é

α(θ, ϕ) = min

{
1,

π(ϕ)q(ϕ, θ)

π(θ)q(θ, ϕ)

}
.
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O quociente nesta expressão foi chamado razão de teste por Hastings (1970).

Com α definido deste modo podemos ver que p(θ, ϕ) satisfaz a condição de

reversibilidade.

A simulação de uma amostra de π usando métodos de cadeias de Markov

pode ser descrito como segue

1. Inicialize o contador de iterações da cadeia em j = 1 e forneça os valores

iniciais de cadeia θ(0).

2. Proponha um novo valor ϕ gerado da densidade q(θ(j−1), .).

3. Calcule a probabilidade de aceitação do movimento, α(θ(j−1), ϕ). Se o

movimento é aceito, então θ(j) = ϕ. Se o movimento não é aceito, então

θ(j) = θ(j−1) e a cadeia não se movimenta.

4. Mude o contador de j para j+1 e retorne ao passo 2 até a convergência.

O passo 3 é implementado computacionalmente gerando uma quantidade

u de uma distribuição uniforme no intervalo (0,1), independente de θ. Se

u ≤ α o movimento é aceito e se u > α o movimento é rejeitado. Os valo-

res obtidos são considerados como uma amostra da densidade π unicamente

depois que a cadeia passa pelo estado transiente e o efeito dos valores iniciais

se torne suficiente pequeno para que possa ser ignorado. Existem muitos

métodos para verificar convergência. Para uma descrição e uma lista de

referência veja Gamerman (1997a).

Em muitos casos, a quantidade θ não é atualizada num único bloco.

Quando a dimensão de θ é grande, θ pode ser dividido em blocos de di-

mensões pequenas. Em cada iteração, um bloco é atualizado. A escolha do

bloco pode ser feita aleatoriamente ou numa forma fixa entre todos os blocos.

O único requerimento técnico é que cada bloco deve ter uma probabilidade
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positiva de ser visitado infinitamente. Neste caso pode ser usada uma versão

por componentes do algoritmo de Metropolis-Hastings. Esta é especificada

pelo seguinte algoritmo:

1. Inicialize o contador de iterações da cadeia em j = 1 e dê o valor inicial

da cadeia θ(0).

2. Inicialize o valor do contador das componentes i aleatoriamente ou

numa forma fixa.

3. Proponha um movimento para a i-ésima componente do vetor θ para

um novo valor ϕi gerado da proposta qi(θ
(j−1)
i , .).

4. Calcule a probabilidade de aceitação do movimento, αi(θ
(j−1)
i , ϕi). Se

o movimento é aceito, então θ
(j)
i = ϕi. Se o movimento não é aceito,

então θ
(j)
i = θ

(j−1)
i .

5. Mude o contador de j para j+1 e retorne a 2 até a convergência.

Não é dif́ıcil mostrar que a probabilidade de aceitação é dada por

α(θ, ϕ) = min

{
1,

πi(ϕi)q(ϕi, θi)

πi(θi)qi(θi, ϕi)

}
,

onde πi(θi) = π(θi|θ−i) e θ−i é o vetor θ sem sua i-ésima componente θi. πi

é usualmente chamado distribuição condicional completa de θi.

Existem muitas formas posśıveis de visitar os blocos. Nós usamos a mais

comum, visitando todos os blocos em sucessão. Neste caso, é costume re-

definir uma iteração do algoritmo pela visita total a todos os blocos.

2.7 Famı́lia exponencial biparamétrica

Seja a famı́lia de distribuições exponencial de dois parâmetros definida por
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f(y | θ, τ) = b(y) exp
[
θy + τT (y)− ρ(θ, τ)

]
(2.8)

considerada por Dey, Gelfand e Peng (1997). Sob condições de regularidade

de Cramér-Rao (Zacks, 1971, pg. 182) temos as seguintes propriedades

∫ ∞

−∞

∂

∂θ

{
b(y) exp

[
θy + τT (y)− ρ(θ, τ)

]}
dy = 0 e

∫ ∞

−∞
b(y) exp

[
θy + τT (y)− ρ(θ, τ)

][
y − ∂

∂θ
ρ(θ, τ)

]
dy = 0 (2.9)

e, então,

∂ρ(θ, τ)

∂θ
= E(y | θ, τ) = µ.

Derivando (2.9) com relação a θ,

∫ ∞

−∞

{[
y − ∂

∂θ
ρ(θ, τ)

]2
− ∂2

∂θ2
ρ(θ, τ)

}
b(y) exp

[
θy + τT (y)− ρ(θ, τ)

]
dy = 0

e, portanto,

∂2ρ(θ, τ)

∂θ2
=
∫ ∞

−∞

[
y − ∂

∂θ
ρ(θ, τ)

]2
b(y) exp

[
θy + τT (y)− ρ(θ, τ)

]
dy = 0.

Logo,
∂2ρ

∂θ2
= Var(y | θ, τ).

Para nosso objetivo é conveniente considerar (2.8) através da parametrização

na média

f(y|µ, τ) = b(y) exp
[
(y − µ)Ψ(1,0)(µ, τ) + τT (y) + Ψ(µ, τ)

]
, (2.10)
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onde por comparação com (2.8), com a notação Ψ(j,l) = ∂j+l

∂µj∂τ l
Ψ, temos que

θ = Ψ(1,0)(µ, τ) e ρ(θ, τ) = −Ψ(µ, τ) + µΨ(1,0)(µ, τ)

De (2.10),

ℓ(µ, τ) = log(f) = log
[
b(y)

]
+ (y − µ)Ψ(1,0)(µ, τ) + τT (y) + Ψ(µ, τ),

∂ℓ(µ, τ)

∂µ
= (y − µ)Ψ(2,0)(µ, τ)

e
∂2ℓ(µ, τ)

∂τ∂µ
= (y − µ)Ψ(2,1)(µ, τ).

Dado que E(y) = µ, resulta que os parâmetros µ e τ são ortogonais no sentido

de Barndorff-Nielsen (1978, p.184), e Cox e Reid (1987). Isto é, resulta que

E

(
∂2ℓ

∂τ∂µ

)
= Ψ(2,1)(µ, τ)E(y − µ) = 0.

Assim, considerando os modelos h(µ) = x′β e g(τ) = z′γ, onde h e

g são funções monótonas diferenciáveis apropriadas, podemos estimar os

parâmetros dos modelos mediante um processo iterativo alternado entre β

e γ, clássico ou Bayesiano. Uma análise Bayesiana é dada em Dey, Gelfand

& Peng F. (1997). Um exemplo de estimação usando um processo itera-

tivo clássico é dado em Smyth (1989). Exemplos de abordagems clássica

e Bayesiana usando um processo iterativo alternado são desenvolvidos no

Caṕıtulo 3. Nos dois casos modelada-se a média e a variância em modelos

de regressão normal. No Caṕıtulo 4 apresentam-se exemplos da modelagem

de parâmetros na famı́lia de distribuições exponencial biparamétrica.
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Como um exemplo de distribuições pertencentes a esta famı́lia exponen-

cial biparamétrica consideramos a distribuição gama, com parâmetros α e λ,

positivos, que tem densidade

f(y|α, λ) =

 exp(−λy + (α− 1) log(y) + log
(

λα

Γ(α)

)
para y > 0.

0 para y ≤ 0
,

e que pode ser considerada através da parametrização da média,

f(y|µ, τ) = exp
{
− τ + 1

µ
y + τ log (y) + log

[ (τ + 1)τ+1

µτ+1Γ(τ + 1)

]}
,

com µ = α
λ
e τ = α− 1. Consequentemente, µ e τ são parâmetros ortogonais

no sentido de Nielsen (1978 p. 184) e Cox e Reid (1987), pois

E

(
∂2 log f

∂τ∂µ

)
= E

(
y

µ2
− 1

µ

)
= 0.

E, assim, dado h(µ) = x′β e g(τ) = z
′
γ, onde h e g são funções monótonas e

diferenciáveis, um algoritmo iterativo de escore de Fisher alternado entre β

e γ, pode ser proposto para obter as estimativas de máxima verossimilhança

de β e γ. Como µ e α também são ortogonais neste sentido, se h(µ) = x′β e

g(α) = z
′
γ, um algoritmo iterativo escore de Fisher, alternado entre β e γ,

poderá ser proposto para ajustar o modelo.
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Caṕıtulo 3

Modelagem da média e

variância em modelos de

regressão normal

Resumo

Este caṕıtulo considera a situação onde algumas modelos de regressão são

propostos para a média e a variância de observações normalmente distribúıdas.

Inicialmente, resumimos a abordagem clássica para a modelagem da hetero-

geneidade da variância em análise de regressão normal (Aitkin, 1987). De-

pois, apresentamos o algoritmo MCMC, para obter amostras aproximadas

da distribuição a posteriori resultante. Ilustramos este algoritmo com da-

dos simulados e o aplicamos a dados de cerejeiras (Ryan, Joiner & Ryan,

1976). Comparamos os resultados com os da análise clássica deste conjunto

de dados. O caṕıtulo é finalizado com conclusões e sugestões de extensões.
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3.1 Introdução

Em modelos lineares clássicos o conjunto de observações é denotado por um

vetor de observações Y = (y1, ..., yn)
′. O conjunto de covaŕıaveis, também

chamado de variáveis explicativas, é ordenado como uma matriz X, n × p.

Cada linha de X faz referência a observações diferentes e cada coluna a uma

covariável diferente. O conjunto de parâmetros é um vetor denotado por

β = (β1, ..., βp)
′ e ϵ é um vetor n× 1 de erros das observações. Formalmente,

temos a seguinte relação entre estes elementos

Y = Xβ + ϵ,

com as seguintes hipóteses:

1. O vetor ϵ = (ϵ1, ..., ϵn) tem componentes normalmente distribúıdas,

independentes e identicamente distribúıdas, com média zero e variância

σ2 constante.

2. Todas as covariáveis são determińısticas. Isto é, xi = (xi1, ..., xip)
′,

i = 1, ..., n, são fixos, não estocásticos.

Quando existe heterogeneidade da variância, a hipótese de homoscedas-

ticidade em 1. falha. Algumas vezes é posśıvel alcançar esta hipótese com

uma tranformação da variável de resposta (Box & Cox, 1964). Como isto

nem sempre é posśıvel, é conveniente considerar uma análise com modelagem

expĺıcita da variância. Esta análise pode ser desenvolvida modelando a het-

erogeneidade da variância através de variáveis explicativas.

Neste caṕıtulo, consideramos modelos de regressão normal com mode-

lagem através de covariáveis para a heterogeneidade da variância. Isto sig-

nifica que

yi = µi + ϵi, ϵi são ind. N(0, σ2
i ), i = 1, ..., n,
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com

µi = x
′

iβ e g(σ2
i ) = z′iγ,

onde zi = (zi1, ..., zir)
′ pode conter algumas ou todas as variáveis em xi e out-

ras variáveis não inclúıdas em xi. Neste caṕıtulo proporemos uma metodolo-

gia Bayesiana para estimar os parâmetros dos modelos, e nos referiremos ao

modelo µ = x′β como o modelo da média e a g(σ2) = z′γ como o modelo de

dispersão. A função g deve ser monótona, diferenciável e deve considerar a

positividade da variância. Uma escolha t́ıpica é g = log, mas outras escolhas

são posśıveis.

A próxima seção apresenta uma revisão do método clássico. A Seção

3.3 apresenta o modelo Bayesiano e o algoritmo MCMC usado para fazer

inferências neste modelo. A Seção 3.4 apresenta simulações para estudar

a consistência dos métodos apresentados. A Seção 3.5 reanalisa dados de

cerejeiras (Ryan, Joiner & Ryan, 1976) e compara nossos resultados com as

prévias análises clássicas. A Seção 3.6 mostra algumas conclusões e posśıveis

extensões.

3.2 Abordagem clássica

Nesta seção consideramos o modelo Y = Xβ+ ϵ, ϵi ∼ N(0, σ2
i ), com g(σ2

i ) =

z
′
iγ, i = 1, ..., n, onde X é uma matriz n × p de variáveis explicativas da

média e zi = (zi1, ..., zir)
′
o vetor de variáveis explicativas da variância que

pode conter algumas ou todas as variáveis inclúıdas em X. β = (β1, ...βp)
′

e γ = (γ1, ...γr)
′
são os vetores de parâmetros dos modelos da média e da

variância, respectivamente.

Dadas as observações (yi, xi, zi), i = 1, ..., n, seguindo este modelo com

g = log, o núcleo da função de verossimilhança é
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L(β, γ) ∝ Πn
i=1

1

σi

exp
[
− 1

2σ2
i

(yi − x
′

iβ)
2
]
,

e seu logaritmo

ℓ(β, γ) = −1

2
Σn

i=1

[
log(σ2

i ) +
1

σ2
i

(yi − x
′

iβ)
2
]
.

Assim, as primeiras e segundas derivadas do logaritmo da função de verossi-

milhança com relação aos parâmetros são:

∂ℓ

∂βj

= Σn
i=1

1

σ2
i

(yi − x
′

iβ)xij, j = 1, ..., p

∂ℓ

∂γj
= −1

2
Σn

i=1[1−
1

σ2
i

(yi − x
′

iβ)
2]zij, j = 1, ..., r

∂2ℓ

∂βl∂βj

= −Σn
i=1

1

σ2
i

xijxil, l, j = 1, ..., p

∂2ℓ

∂γl∂βj

= −Σn
i=1

1

σ2
i

(yi − x
′

iβ)xijzil, l = 1, ..., r, j = 1, ..., p

∂2ℓ

∂γl∂γj
= −Σn

i=1

1

2σ2
i

(yi − x
′

iβ)
2zijzil, l, j = 1, ..., r.

E, então, a matriz de informação de Fisher está determinada por

−E
[ ∂2ℓ

∂βl∂βj

]
= Σn

i=1

1

σ2
i

xijxil, l, j = 1, ..., p

−E
[ ∂2ℓ

∂γl∂βj

]
= 0, l = 1, ..., r, j = 1, ..., p

−E
[ ∂2ℓ

∂γl∂γj

]
= Σn

i=1

1

2
zijzil, l, j = 1, ..., r

Dado que −E[ ∂2ℓ
∂γl∂βj

] = 0, a matriz de informação de Fisher é uma ma-

triz bloco diagonal, em que um dos blocos, Iβ, corresponde à matriz de
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informação de β e o outro, Iγ, à matriz de informação de γ. O que sig-

nifica que os parâmetros β e γ são globalmente ortogonais (Cox e Reid,1987)

e suas estimativas de máxima verossimilhançã, β̂ e γ̂, são assintoticamente

independentes. Assim, pode ser proposto um algoritmo iterativo alternado

para estimação conjunta de β e γ.

Mostra-se agora a relação entre estimação de máxima verossimilhança

usando o método escore de Fisher e o método de estimação por mı́nimos

quadrados ponderados. Dada a forma diagonal da matriz de informação de

Fisher, da equação (2.6) resulta

I
(k)
β β(k+1) = I

(k)
β β(k) + q

(k)
β , (3.1)

I(k)γ β(k+1) = I(k)γ β(k) + q(k)γ , (3.2)

onde q
(k)
β e q(k)γ representam os vetores

(∂ℓ/∂β1, ..., ∂ℓ/∂βp)
′ e (∂ℓ/∂γ1, ..., ∂ℓ/∂γr)

′,

respectivamente, avaliados em (β(k), γ(k)). E dado que a j-ésima componente

da segunda parte da igualdade (3.1) é

(I
(k)
β β(k))j + q

(k)
j = Σn

i=1

1

σ2
i

xij(ηi + yi − x
′

iβ), j = 1, ..., p,

a variável de trabalho na estimação de β é Ỹ = Y . A equação (3.1) pode ser

expressa na forma

β(k+1) = (X ′W (k)X)−1XW (k)Y , para todo k, (3.3)

sendo W (k) a matriz diagonal n × n com entradas w
(k)
i = 1/(σ2

i )
(k), onde

(σ2
i )

(k) = exp(z
′
iγ

(k)).
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Por outro lado, dado que a j-ésima componente da segunda parte da

igualdade (3.2) é(
I(k)γ γ(k)

)
j
+ q

(k)
γj = Σn

i=1

1

2
zij
[
ηi +

1

σ2
(yi − x

′

iβ)
2 − 1

]
,

e a variável de trabalho para a estimação de γ é

ỹi = ηi +
1

σ2
i

(yi − x
′

iβ)
2 − 1.

Logo a equação (3.2) pode ser escrita na forma

γ(k+1) = (Z
′
WZ)−1Z

′
WỸ , (3.4)

onde W = (1/2)In, onde In é a matriz identidade n-dimensional (Cordeiro,

1993).

Assim, dado o valor inicial γ(0) do parâmetro γ, um algoritmo iterativo

alternado para obter as estimativas de máxima verossimilhança de β e γ

pode ser proposto (Aitkin, 1987), a partir das equações (3.3) e (3.4). β(k+1)

se obtém mediante a equação (3.3), dado o valor corrente de γ, e γ(k+1)

é obtido a partir da equação (3.4) dados os valores correntes de β e γ. O

processo iterativo continua até que algum critério de parada entre estimações

de ciclos sucessivos seja atingido.

Quando o algoritmo é iterado até convergência, este provê estimativas

simultâneas de máxima verossimilhança (β̂, γ̂) e a estimativa da matriz de

informação esperada Î = diag{Iβ̂, Iγ̂} avaliada nas estimativas de máxima

verossimilhança. A teoria asintótica é usada para determinar a distribuição

aproximada dos estimadores de máxima verossimilhança como β̂

γ̂

 ∼ N


 β

γ

 , Î−1

 .
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Esta distribução aproximada é usada para construir intervalos de confiança

ou regiões para funções de β e γ. Inicialmente, o intervalo de confiança

100(1 − α) para βk tem limites β̂k ± zα/2i
kk, onde ikk é o k-ésimo elemento

da matriz Î−1, k = 1, ..., p. Idéias similares são usadas para construir inter-

valos de confiança para cada um dos r elementos de γ. Este procedimento

foi proposto por Harvey (1976), quando este modelo foi introduzido. Note,

também, que resultados asintóticos implicam ortogonalidade entre β e γ, isto

é, independencia entre β̂ e γ̂.

3.3 Abordagem Bayesiana

Para implementar uma metodologia Bayesiana para estimar os parâmetros

é necessário especificar uma distribução a priori para eles. Por simplicidade

assumimos uma distribução a priori p(β, γ) dada por β

γ

 ∼ N


 b0

g0

 ,

 B0 C

C ′ G0


 .

Então, usando o teorema de Bayes, π(β, γ) ∝ L(β, γ)p(β, γ), encontramos

como distribuição a posteriori

π(β, γ) ∝ |Σ|−
1
2 exp{−1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)− 1

2
(θ − θ0)Σ

−1
0 (θ − θ0)},

onde Σ = diag(σ2
i ), θ = (β, γ)

′
e θ0 = (b0, g0)

′
.

Dado que π(β, γ) é intratável analiticamente, propomos um procedimento

de inferência usando amostragem aproximada de θ baseada no uso do método

de amostragem por blocos explicitado na Seção 2.6. Considerando θ confor-

mado por dois blocos β e γ, um passo intermédiario importante é obter as

distribuições condicionais completas para cada um deles. Denotando estas

distribuições por πβ e πγ, respectivamente, a distribuição condicional πβ é

dada por
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π(β|γ) ∝ exp
{
− 1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)− 1

2
(β − b)B−1(β − b)

}
,

onde b e B são dados pelos momentos da distribuição condicional a priori

β|γ ∼ N(b, B). Isto é, b = b0 − CG−1
0 (γ − γ0) e B = B0 − CG−1

0 C ′.

Procedendo como na Seção 2.5, resulta que

(β|γ) ∼ N(b∗, B∗),

onde

b∗ = B∗(B−1b+X ′Σ−1Y ),

B∗ = (B−1 +X ′Σ−1X)−1.

Note que é posśıvel amostrar β diretamente de πβ. Pode-se obter van-

tagem computacional deste fato definindo qβ = πβ. Neste caso, novos valores

podem ser propostos diretamente de πβ e aceitos com probabilidade 1. Isto

é o amostrador de Gibbs (Geman & Geman, 1984).

Ao contrário da distribuição condicional de β, a distribuição condicional

total de γ é intratável analiticamente e não é fácil gerar dela. Neste caso,

pode-se aplicar a metodologia de Gamerman (1997b) e o algoritmo escore de

Fisher para construir propostas apropriadas.

Especificamente, o algoritmo requer variáveis de trabalho para apro-

ximar transformações das observações em torno das estimativas correntes

dos parâmetros. Nas iterações de γ, β é fixado em seu valor corrente β(c) e o

modelo observacional assumido é

ti = (yi − x′
iβ

(c))2 ∼ σ2
i χ

2
1, para i = 1, ..., n.

Desta forma, as observações ti têm média E(ti) = σ2
i , variância V ar(ti) =

2σ4
i , e estão relacionadas com os parâmetros de regressão γ através de g[E(ti)] =
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z′iγ. Dada a diferenciabilidade de g,

g(ti) ≃ g[E(ti)] + g′[E(ti)][ti − E(ti)].

Esta aproximação de g(ti), é a variável de trabalho que resulta do algoritmo

escore de Fisher. Denotando esta variável por ỹi temos que

Var[g(ti)] ≃ Var(ỹi) = Var{g[E(ti)] + g′[E(ti)][ti − E(ti)]}

=
{
g′[E(ti)]

}2
Var(ti)

em alguma vizinhança de E(ti) = σ2
i . Em consequência, se β(c) e γ(c) são os

valores correntes de β e γ, as observações de trabalho são

ỹi = z′iγ
(c) + g′[g−1(z′iγ

(c))][(yi − x′
iβ

(c))2 − g−1(z′iγ
(c))]

Estas têm variáncia associada

Var(ỹi) = [g′(z′iγ
(c))]2Var(ti)

= 2[g′(z′iγ
(c))g−1(z′iγ

(c))]2.

Quando g = log, as expressões anteriores se simplificam e o vetor de

observações de trabalho é Ỹ = (ỹ1, ..., ỹn), com

ỹi = z′iγ
(c) +

(yi − x′
iβ

(c))2

exp(z′iγ
(c))

− 1, i = 1, ..., n,

e variância associada de trabalho igual a 2. O núcleo de transição qγ baseado

no método escore de Fisher é a distribuição a posteriori, que resulta da

combinação do modelo observacional ỹi ∼ N(z
′
iγ, 2), i = 1, ..., n, com a dis-

tribuição a priori γ|β ∼ N(g,G), ou seja,

qγ(γ
(c), γ(n)) = N(g∗, G∗),
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onde

g∗ = G∗(G−1g + 2−1Z ′Ỹ )

G∗ = (G−1 + 2−1Z ′Z)−1.

Os valores de g e G são dados pela distribuição a priori γ|β ∼ N(g,G), onde

g = g0 − C ′B−1
0 (β − b0) e G = G0 − C ′B−1

0 C.

Esta idéia foi introduzida por Gamerman (1997b) para definir uma pro-

posta geral para fazer inferência Bayesiana em problemas de modelos lineares

generalizados. Gamerman (1997b) usa esta idéia no contexto de modelos li-

neares generalizados mistos. Similar procedimento pode ser aplicado no caso

de outras transformações g para obter propostas apropriadas.

Nas aplicações, esta proposta, que é a usada neste trabalho, tem um

taxa de aceitação de aproximadamente 60%. Outra forma para ỹi que leva a

propor um núcleo de transição com uma taxa de aceitação maior que 80% é

dada por

ỹi = z′iγ
(c) +

yi − x′
iβ

(c)

exp(1
2
z′iγ

(c))
,

com modelo de trabalho correspondente ỹi ∼ N(z′iγ, 1). A combinação deste

modelo de trabalho com a priori γ|β ∼ N(g,G) leva a uma proposta normal

qγ, normal, com média

g∗ = G∗(G−1γ + Z ′Ỹ )

e variância

G∗ = (G−1 + Z ′Z)−1.

3.4 Estudo de simulação

Um estudo de simulação foi conduzido para comparar as estimativas com

os valores dos parâmetros. Para cada uma das variáveis X1, X2, X3, X4
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foram simulados n = 40 valores, x1i = 1 (para definir um modelo com in-

tercepto), x2i gerado de uma distribuição uniforme no intervalo (0, 400), x3i

gerado de uma distribuição uniforme no intervalo (10, 23), x4i de uma dis-

tribuição uniforme no intervalo (0, 10) e yi de uma distribuição normal com

média µi = −35 + 0.35x2i − 1.7x3i e Var(yi) = exp(−8 + 0.026x2i − 0.4x4i).

Nós obtemos mediante uma metodologia Bayesiana estimativas dadas pelas

médias a posteriori (com seus respectivos desvios padrão a posteriori) mostra-

dos na Tabela 3.1. Em todos os casos foi usada como distribuição a priori

(β, γ) ∼ N(0, 104I6), onde Ip é uma matriz identidade p× p .

Depois, geramos um outro conjunto com 360 pontos adicionais e es-

timamos os parâmetros na mesma forma com n = 400. Os valores dos

parâmetros e as estimativas (com seus respectivos desvios padrão a posteri-

ori) também são dados na Tabela 3.1. Podemos ver melhores estimativas dos

parâmetros, e menores desvios padrão no segundo estudo, como esperávamos,

dado o incremento de informação na verossimilhança.

Tabela 3.1.

modelo da média modelo de dispersão

n β0 β1 β2 γ0 γ1 γ2

valor −35 0,35 −1,7 −8 0,026 −0,40

40 estimativas −35,003 0,350 −1,699 −8,061 0,035 −0,366

d.p. 0,0091 0,00042 0,0003 0,695 0,018 0,108

400 estimativas −35,004 0,350 −1,699 −7,964 0,026 −0,409

d.p. 0,004 2×10−5 0,0003 0,255 0,001 0,025

A Tabela 3.2 lista a correlação a posteriori entre as estimativas dos

parâmetros. Esta mostra uma pequena mas não-despreźıvel correlação entre

as estimativas dos parâmetros do modelo da média e parâmetros do modelo
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de dispersão, com valores entre −0.256 e 0.216. Mas, em geral, este resultado

é consistente com a forma bloco diagonal da matriz de informação.

Tabela 3.2. Correlações a posteriori

β0 β1 β2 γ0 γ1 γ2

β0 1,000

β1 −0,083 1,000

β2 −0,777 −0,266 1,000

γ0 0,058 −0,113 0,215 1,000

γ1 −0,011 0,124 −0,255 −0,827 1,000

γ2 −0,028 −0,104 0,154 −0,236 −0,202 1,000

A Figura 3.1 mostra uma amostra da distribuição a posteriori para cada

par de parâmetros. A Figura 3.2 mostra os histogramas das distribuições

marginais a posteriori dos parâmetros, e a Figura 3.3 o comportamento da

amostra da cadeia para cada parâmetro na análise com n = 400. Carac-

teŕısticas gerais das distribuições a posteriori podem ser facilmente identifi-

cadas a partir destas figuras. Por exemplo, a localização marginal a posteri-

ori e a dispersão para cada par de parâmetros dos modelos, alta correlação

negativa entre β0 e β2, e uma pequena correlação positiva entre γ0 e γ2. Os

histogramas parecem indicar que a distribuição marginal a posteriori de cada

um dos parâmetros é aproximadamente normal.

Em todas as simulações desta seção e na aplicação dada na Seção 3.5,

várias cadeias foram geradas, partindo de valores iniciais diferentes. Todas

elas exibem o mesmo comportamento qualitativo através das iterações de-

pois de um peŕıodo inicial de transição, fornecendo uma forte indicação de

estacionalidade. Este comportamento é ilustrado para uma das cadeias da

simulação com n = 400 na Figura 3.

Um estudo mais geral foi feito com n = 40 e correlação entre X2, X3
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Figura 3.1: Amostra da distribuição a posteriori de cada par de parâmetros

no estudo de simulação, com n = 400
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Figura 3.2: Histograma da distribuição marginal a posteriori no estudo de

simulação, com n = 400. Parâmetros do modelo da média: (a) β0, (b) β1,

(c) β2. Parâmetros do modelo da variância: (d) γ0, (e) γ1, (f) γ2.

e X4. Inicialmente, consideramos os modelos da média e da variância com

as mesmas variáveis explicativas X2 e X3. Depois, consideramos o modelo

da média com X2 e X3 como variáveis explicativas e o modelo da variância

tendo como variáveis explicativas X2 e X4. Em todos os casos, as estimativas

obtidas mediante a metodologia Bayesiana estiveram muito perto dos valores

reais dos parâmetros. Os histogramas mostraram que a distribuição marginal

a posteriori para cada um dos parâmetros é aproximadamente normal e os

resultados revelam uma pequena mas não despreźıvel correlação entre os

parâmetros do modelo da média e parâmetros do modelo da variância.
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Figura 3.3: Comportamento da cadeia amostral para cada um dos parâmetros

no estudo de simulação, com n = 400. Parâmetros do modelo da média: (a)

β0, (b) β1, (c) β2. Parâmetros do modelo da variância: (d) γ0, (e) γ1, (f)

γ2.

3.5 Aplicação

Uma aplicação considerada por Aitkin (1987) foi a análise de dados de cere-

jeiras (Ryan, Joiner & Ryan, 1976). A variável de resposta é o volume V

de madeira útil em cada um de 31 cerejeiras, com altura h e diâmetro d das

árvores como variáveis explicativas. O modelo proposto é

V 1/3 = β0 + β1h+ β2d+ e.
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Com um modelo de dispersão incluindo h e d, Aitkin (1987) obtém as esti-

mativas dos parâmetros (e desvios padrão) para um modelo linear na média

e um modelo loglinear de dispersão. Estas estimativas são dadas na Tabela

3.3. (Os valores da variância de β0 e γ0 não são reportados no artigo de

Aitkin). Nesta tabela podemos ver as estimativas obtidas numa abordagem

Bayesiana, com uma priori não informativa (β, γ) ∼ N(0, 104I6). Para estas

estimativas o valor da verossimilhança é 1.949×1027, que é maior que o valor

da verossimilhança calculado nas estimativas obtidas por Aitkin (1987).

Tabela 3.3. Comparação entre inferência clássica e Bayesiana

(estimativas e erros padrão )

Método de modelo da média modelo de dispersão verossimilhança

inferência β0 β1 β2 γ0 γ1 γ2

clássica −0,099 0,0149 0,150 −13,98 0,109 0,032 1,742 ×1026

0,0021 0,0049 0,047 0,097

Bayesiana −0, 012 0,0134 0,152 −8,591 0,042 0,041 1,949 ×1027

0,171 0,0027 0,0065 3,082 0,044 0,117

Utilizando o algoritmo proposto no final da Seção 3.2 para determi-

nar as estimativas de máxima verossimilhança dos parâmetros dos mode-

los da média e da variância considerados por Aitkin (1987), encontramos

β̂ = (−0.0109, 0.0133, 0.150) e γ̂ = (−9, 087, 0.046, 0.042) como estimativas

de máxima verossimilhança de β e γ, respectivamente. Esses valores estão

mais próximos das médias a posteriori da Tabela 3.3 que das estimativas

reportadas por Aitkin (1987).
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3.6 Extensões

Este caṕıtulo apresenta a metodologia Bayesiana para modelar a heterogenei-

dade da variância em modelos de regressão linear. As simulações e os exem-

plos dados mostraram a eficiência da metodologia Bayesiana na modelagem

da heterogeneidade da variância. O estudo de simulação com n=400 intro-

duz estimativas muito próximas dos valores dos parâmetros, e na aplicação

se obtêm estimativas muito próximas às obtidas na abordagem clássica. Isto

indica que esta formulação fornece uma metodologia que pode ser aplicada

em muitos outros estudos.

A mesma idéia desenvolvida neste caṕıtulo para modelar a heterogenei-

dade da variância nos modelos de regressão normal pode ser estendida para

estimar parâmetros do modelo

y = µ+ e, ei são ind. N(0, σ2
i ),

com h(µ) = x′β para alguma função diferenciável h. Dado à diferenciabili-

dade de h, temos

h(y) ≃ h[E(y)] + h′[E(y)][y − E(y)].

Esta aproximação de h(y) é a variável de trabalho que resulta do uso do

método escore de Fisher. Denotando esta variável por y̌ temos que

V ar[h(y)] ≃ V ar(y̌) = {h′[E(y)]}2V ar(y),

em alguma vizinhança de E(y). Neste caso, as observações de trabalho cor-

respondentes são

y̌ = x′β(c) + h′(x′β(c))[y − h−1(x′β(c))],

e a variância associada
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V ar(y̌) = [h′(x′β(c))](2)g−1(z′γ(c)).

Outras aplicações também podem ser consideradas, incluindo aquelas que

consideram uma modelagem da variância com g diferente da função logarit-

mica.
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Caṕıtulo 4

Uma abordagem Bayesiana

para a modelagem de regressão

na famı́lia exponencial

Resumo

No Caṕıtulo 3 se propõe uma aproximação Bayesiana para modelar hetero-

geneidade da variância na análise de regressão normal, baseados na ortogonal-

idade entre a média e a variância, µ e σ2. Esta idéia é estendida neste caṕıtulo

para a modelagem de regressões na famı́lia exponencial biparamétrica com

parâmetros ortogonais no sentido de Cox e Reid (1987). Como um exemplo

modelamos a média e o parâmetro de forma na distribuição gama. Também,

estendemos esta idéia para a modelagem de regressão de parâmetros não or-

togonais na famı́lia de distribuições exponencial de dois parâmetros. Como

exemplos, modelamos a média e a variância na distribuição gama, e a média

e o parâmetro de dispersão na distribuição beta. Vários estudos de sim-
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ulação foram feitos para ilustrar esta metodologia. Também, apresenta-se

uma aplicação a dados reais.

4.1 Introdução

Dey, Gelfand e Peng (1997) estudam a famı́lia exponencial biparamétrica da

forma

f(y|θ, τ) = b(y) exp[θy + τT (y)− ρ(θ, τ)]. (4.1)

Eles mostraram, como se detalha na Seção 2.7, que sob condições gerais de

regularidade (Zacks, 1971), tem-se

∂ρ

∂θ
= E(y | θ, τ) = µ e

∂2ρ

∂θ2
= V ar(y | θ, τ).

Fazendo θ = Ψ(1,0)(µ, τ) e ρ(θ, τ) = −Ψ(µ, τ) +µΨ(1,0)(µ, τ), a equação (4.1)

pode ser expressa através da parametrização da média como

f(y|µ, τ) = b(y) exp[(y − µ)Ψ(1,0)(µ, τ) + τT (y)−Ψ(µ, τ)],

e, então,

E

(
∂2 log f

∂τ∂µ

)
= Ψ(2,1)(µ, τ)E(y − µ) = 0.

Isto é, os parâmetros µ e τ são ortogonais no sentido de Barndorff-Nielsen

(1978, p. 184) e Cox e Reid (1987).

Como consequência da ortogonalidade entre µ e τ , considerando as com-

ponentes sistematicas h(µ) = x′β e g(τ) = z′γ, onde h e g são funções

monótonas diferenciáveis, um algoritmo iterativo alternado, como o proposto
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no Caṕıtulo 2, usando as metodologias clássica ou Bayesiana, pode ser ado-

tado para obter as estimativas dos parâmetros dos modelos.

Neste caṕıtulo, aplicamos a metodologia Bayesiana usada para mode-

lar a média e a variância em modelos de regressão normal, para modelar

parâmetros ortogonais, ou não, na distribuição exponencial de dois parâmetros.

Este caṕıtulo está organizado como segue. Na Seção 4.2 apresentamos ex-

emplos da abordagem clássica para obter estimativas de máxima verossimil-

hança dos parâmetros em distribuições na famı́lia exponencial biparamétrica.

Na Seção 4.3 apresentamos um algoritmo MCMC para obter uma amostra

aproximada da distribuição a posteriori dos parâmetros β e γ, amostrando

por blocos usando Metropolis-Hastings, e damos alguns exemplos das variáveis

de trabalho usadas neste algoritmo. Na Seção 4.4 mostramos um estudo

de simulação com o objetivo de examinar quão similares são as estimativas

a posteriori dos parâmetros e os valores originais dos mesmos. Também,

mostramos que quanto maior for o número de observações, as estimativas

estarão mais próximas dos valores dos parâmetros. Nesta seção, a média e

o parâmetro de forma da distribuição gama são modelados no primeiro ex-

emplo. Estes são parâmetros ortogonais. Um segundo estudo de simulação

é realizado com o mesmo objetivo mas modelando a média e a variância da

distribução gama, que não são parâmetros ortogonais. São também apresen-

tados exemplos de

modelagem de parâmetros não ortogonais da distribuição beta. Na Seção

4.5 se aplicam estas idéias para a análise de dados do I.P.T.U. na cidade de

Recife, Brasil. Na seção 4.6 estendemos a idéia sobre a abordagem Bayesiana

proposta para distribuições que não pertencem à famı́lia de distribuições ex-

ponencial biparamétrica.
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4.2 Abordagem clássica

Nesta seção apresentamos exemplos da abordagem clássica para obter esti-

mativas de máxima verossimilhança dos parâmetros de modelos de regressão

na modelagem de parâmetros de distribuições na famı́lia exponencial bi-

paramétrica. Inicialmente, considera-se a abordagem clássica na modelagem

da média e do parâmetro de forma através de regressões na distribuição

gama, e, em continuação, a abordagem clássica na modelagem da média e da

variância através de regressões na distribuição gama.

4.2.1 Abordagem para parâmetros ortogonais

Para determinar a matriz de informação de Fisher na modelagem da média e

do parâmetro de forma da distribuição gama é conveniente escrever a função

de distribuição gama G(α, λ)

f(y|α, λ) = λα

Γ(α)
yα−1 exp(−λy), y ≥ 0, α > 0, λ > 0,

na forma

f(y|α, µ) = 1

yΓ(α)

(αy
µ

)α
exp(−αy

µ
),

forma usada na teoria dos MLG, onde µ = λ/α é a média de y. Então,

dadas as observações yi ∼ G(αi, λi), i = 1, ..., n, com médias µi, a função de

verossimilhança pode ser escrita na forma

L = Πn
i=1

1

Γ(αi)

(αi

µi

)αi

yαi−1
i exp

(
− αi

µi

yi
)

e seu logaritmo ℓ = logL como
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ℓ = Σn
i=1

{
− log

[
Γ(αi)

]
+ αi log

(αiyi
µi

)
− log(yi)−

(αi

µi

)
yi
}
.

Logo, considerando as componentes sistemáticas µi = x
′
iβ e αi = exp(z

′
iγ),

onde xi = (xi1, ..., xip)
′ e zi = (zi1, ..., zir)

′ são os vetores de variáveis explica-

tivas e β = (β1, ..., βp)
′ e γ = (γ1, ..., γr)

′ os vetores de parâmetros, a função

escore tem componentes:

∂ℓ

∂βj

= Σn
i=1 −

αi

µi

(
1− yi

µi

)
xij, j = 1, ..., p,

∂ℓ

∂γr
= Σn

i=1

[
− αi

d

dαi

log Γ(αi) + αi log
(αiyi
µi

)
− αi

µi

yi
]
zil

= Σn
i=1 − αi[

d

dαi

log Γ(αi)− log(
αiyi
µi

)− 1 +
yi
µi

]zil, l = 1, ..., r.

E a matriz Hessiana está determinada por

∂2ℓ

∂βlβj

= Σn
i=1

αi

µ2
i

(
1− 2yi

µi

)
xijxil, j, l = 1, ..., p,

∂2ℓ

∂γlβj

= Σn
i=1 −

αi

µi

(
1− yi

µi

)
xijzil, j = 1, ...p, l = 1, ..., r,

∂2ℓ

∂γl∂γj
= Σn

i=1 − αi

[ d

dαi

log Γ(αi)− log(
αiyi
µi

)− 1 +
yi
µi

]
zijzil

− Σn
i=1αi

[
αi

d2

dα2
i

log Γ(αi)− 1
]
zijzil, j, l = 1, ..., r.

Para determinar a matriz de informação de Fisher, lembramos que se t

tem distribuição gama com parâmetro de forma α e parâmetro de escala igual

a 1, G(α, 1), então

E
[
log(t)

]
=

∫ ∞

0

1

Γ(α)
tα−1e−t log(t)dt

53



=
1

Γ(α)

∫ ∞

0
tα−1e−t log(t)dt

=
1

Γ(α)

∫ ∞

0

∂

∂α
tα−1e−tdt

=
Γ

′
(α)

Γ(α)
.

Então, dado que αy
µ

tem distribuição gama com parâmetro de forma α e

parâmetro de escala igual a 1,

E
[
log

(αy
µ

)]
=

d

dα
log Γ(α)

e a matriz de informação de Fisher está dada por:

−E(
∂2ℓ

∂βlβj

) = Σn
i=1

αi

µ2
i

xijxil j, l = 1, ..., p,

−E(
∂2ℓ

∂γlβj

) = 0, j = 1, ..., p, l = 1, ...r,

−E(
∂2ℓ

∂γl∂γj
) = Σn

i=1α
2
i [

d2

dα2
i

log Γ(αi)−
1

αi

]zijzil

= Σn
i=1α

2
i [

d2

dα2
i

log Γ(αi)−
1

αi

]zijzil, j, l = 1, ...r.

Assim, a matriz de informação de Fisher é uma matriz bloco diagonal,

em que um dos blocos corresponde à matriz de informação de β e o outro

à matriz de informação de γ. Os parâmetros β e γ são globalmente ortog-

onais (Cox e Reid, 1987) e seus estimadores de máxima verossimilhança, β̂

e γ̂, são assintoticamente independentes. Assim, pode ser novamente pro-

posto um algoritmo iterativo alternado para obter as estimativas de máxima

verossimilhança dos parâmetros β e γ.

Dada a forma diagonal da matriz de informação de Fisher, da equação

(2.6) resultam novamente as equações (3.1) e (3.2). De (3.1) temos que a

variável de trabalho na proposta para a estimação de β é ỹi = yi e, então,
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β(k+1) = (X
′
W (k)X)−1X

′
W (k)Y, (4.2)

onde W (k) é a matriz com elementos w
(k)
i = (µ2

i /αi)
(k) na diagonal principal.

Para o parâmetro γ, dado que a j-ésima componente da segunda parte

da igualdade (3.2) é

(I(k)γ(k))j + q
(k)
j = Σn

i=1α
2
i

[ d2

dα2
i

log Γ(αi)−
1

αi

]
zijηi

− Σn
i=1

[
αi

d

dαi

log Γ(αi)− log
(αiyi
µi

)
− 1 +

yi
µi

]
zij

= Σn
i=1α

2
i

[ d2

dα2
i

log Γ(αi)−
1

αi

]{
ηi −

[ d2

dα2
i

log Γ(αi)−
1

αi

]−1

×
[ d

dαi

log Γ(αi)− log
(αiyi
µi

)
− 1 +

yi
µi

]}
zij,

a variável de trabalho correspondente, tem componentes

ỹi = ηi −
1

αi

[ d2

dα2
log Γ(α)− 1

αi

]−1[ d

dαi

log Γ(αi)− log
(αiyi
µi

)
− 1 +

yi
µi

]
com média e variância definidas por

E(ỹ) = η,

Var(ỹ) =
1

α2
i

[ d2

dα2
log Γ(α)− 1

αi

]−2
Var

[
log

(αiyi
µi

)
− yi

µi

]
.

Para determinar a variância da variável de trabalho, inicialmente resum-

imos alguns resultados: se t tem distribuição gama com parâmetro de forma

α e parâmetro de escala iqual a um, segue que

55



E(t) = α, (4.3)

E[log2(t)] =
Γ

′′
(α)

Γ(α)
,

E[t log(t)] =
1

Γ(α)

∫ ∞

0
t(α+1)−1e−t log(t)dt

=
Γ

′
(α+ 1)

Γ(α)
,

E(t2) =
1

Γ(α)

∫ ∞

0
t(α+2)−1e−tdt

=
Γ(α+ 2)

Γ(α)
= (α+ 1)α.

Fazendo t = αy/µ,

Var
[
log

(αy
µ

)
− y

µ

]
= Var

[
log(t)− t

α

]
(4.4)

= E
[
log2(t)

]
− 2

α
E
[
t log(t)

]
+

1

α2
E(t2)

−
[
E(log(t))

]2
+

2

α
E
[
log(t)

]
E(t)− 1

α2

[
E(t)

]2
=

Γ
′′
(αi)

Γ(αi)
− 2Γ

′
(α+ 1)

αΓ(α)
−
[d log Γ(α)

dα

]2
+

2Γ
′
(α)

Γ(α)
+

1

α

=
Γ

′′
(α)Γ(α)− Γ

′
(α)Γ

′
(α)[

Γ(α)
]2 − 1

α

=
d2

dα2
log Γ(α)− 1

α
.

Como consequência dos resultados anteriores e da terceira equação (4.3)

Var(ỹi) = α−2
i

[ d2

dα2
i

log Γ(α)− 1

αi

]−2[ d2

dα2
i

log Γ(αi)−
1

αi

]
= α−2

i

[ d2

dα2
i

log Γ(αi)−
1

αi

]−1
.
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Assim, dado β(k) e γ(k), γ(k+1) pode ser obtido mediante a equação

γ(k+1) = (Z
′
W (k)Z)−1ZW (k)ỹ(k) (4.5)

onde W (k) é uma matriz com elementos w
(k)
i = 1/Var(ỹ(k)). Observe-se que

E(ỹi) = ηi e Var(ỹi) = α−2
i [ d2

dα2
i
log Γ(αi)− 1

αi
]−1. Como na seção anterior, no-

vamente pode ser proposto um algoritmo iterativo alternado para a obtenção

das estimativas de máxima verossimilhança dos parâmetros. β(k+1) é obtido

mediante a equação (4.2), dados os valores correntes de β e γ, e γ(k+1) é

obtido a partir da equação (4.5), dados os valores correntes de β e γ.

4.2.2 Abordagem para parâmetros não ortogonais

Da Seção 4.2.1, dadas as observações yi ∼ G(αi, λi), temos que µi = E(yi) =

αi

λi
e σ2

i = Var(yi) =
αi

λ2
i
, i = 1, ..., n. O logaritmo da função de verossimilhança

iguala

ℓ = Σn
i=1

{
− log

[
Γ(α)

]
+ αi log(

αiyi
µi

)− log(yi)−
αi

µi

yi
}
.

Logo, considerando os modelos µi = x
′
iβ e σ2

i = exp(z
′
iγ) como na Seção

4.2.1 e levando-se em conta que σ2
i = αi

λ2
i
, as derivadas parciais de primeira e

segunda ordem do logaritmo da verossimilhança com relação aos parâmetros

são

∂ℓ

∂βj

= Σn
i=1

[
− 2µi

σ2
i

d

dαi

log Γ(αi) +
2µi

σ2
i

log
(αiyi
µi

)
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+
µi

σ2
i

− yi
σ2
i

]
xij, , j = 1, ..., p,

∂ℓ

∂γj
= Σn

i=1 −
µ2
i

σ2
i

[ d

dαi

log Γ(αi) + log
(αiyi
µi

)
− 1 +

yi
µi

]
zij, j = 1, ..., r,

∂2ℓ

∂βl∂βj

= Σn
i=1

1

σ2
i

[
− 2

d

dαi

log Γ(αi)−
4µ2

i

σ2
i

d2

dα2
i

log Γ(αi)

+2 log
(αiyi
µ2
i

)
+ 3

]
xijxil, j, l = 1, ..., p,

∂2ℓ

∂γl∂βj

= Σn
i=1

[2µi

σ2
i

d

dαi

log Γ(αi) +
2µ3

i

σ4
i

d2

dα2
i

log Γ(αi)

−2µi

σ2
log

(αiyi
µi

)
− 2µi

σ2
i

+
1

σ2
i

(yi − µi)
]
xijzil, j = 1, ..., p; l = 1, ..., r,

∂2ℓ

∂γl∂γj
= Σn

i=1

{2µ2
i

σ2
i

[ d

dαi

log Γ(αi) + log
(αiyi
µi

)
− 1 +

yi
µi

]
+
µ2
i

σ2
i

[µ2
i

σ2
i

d2

dα2
i

log Γ(αi) + 1
]}
zijzil, j, l = 1, ..., r.

Em consequência, a matriz de informação de Fisher está dada por ele-

mentos

−E
( ∂2ℓ

∂βl∂βj

)
= Σn

i=1

1

σ2
i

[4µ2
i

σ2
i

d2

dα2
i

log Γ(αi)− 3
]
xijxil, j, l = 1, ..., p,

−E
( ∂2ℓ

∂γl∂βj

)
= Σn

i=1

2µi

σ4
i

[µ2
i

σ4
i

d2

dα2
i

log Γ(αi)− 1
]
xijzil, l = 1, ..., r; j = 1, ..., p,

−E
( ∂2ℓ

∂γl∂γj

)
= Σn

i=1α
2
i

[ d2

dα2
i

log Γ(αi)
]
zijzil, j, l = 1, ..., r.

Dado que E( ∂2ℓ
∂γl∂βj

) ̸= 0, na distribuição gama não existe ortogonalidade

entre a média µ e a variância σ2. Então, as estimativas de máxima verossi-

milhança de β e γ não podem ser obtidas mediante um algoritmo iterativo

alternado, como no caso anterior. São obtidas resolvendo simultaneamente

∂ℓ

∂βj

= 0 e
∂ℓ

∂γl
= 0, j = 1, ..., p, l = 1, ..., r

como uma aplicação do algoritmo escore de Fisher.
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4.3 Abordagem Bayesiana

Na metodologia Bayesiana, para estimar os parâmetros dos modelos é necessária

uma distribuição a priori. Como no Caṕıtulo 2, consideramos uma dis-

tribuição normal p(β, γ) dada por

 β

γ

 ∼ N


 b0

g0

 ,

 B0 C

C ′ G0


 . (4.6)

Com verossimilhança L(β, γ) dada por alguma distribuição pertencente

à famı́lia de distribuições exponencial biparamétrica, e usando o teorema de

Bayes, encontramos a distribuição a posteriori

π(β, γ) ∝ L(β, γ)p(β, γ).

Dado que π(β, γ) é intratável analiticamente e que não é fácil gerar dela,

propomos amostrar (β, γ) iterativamente usando métodos MCMC por com-

ponentes, amostrando β e γ de π(β|γ) e π(γ|β), respectivamente. Exceto

quando modelamos a média e a variância nos modelos de regressão normal

com h igual à função identidade, não é posśıvel amostrar β diretamente de

π(β|γ). É necessario, então, propor núcleos amostrais q1 e q2, como os pro-

postos no Caṕıtulo 2. Eles são baseados na especificação em cada iteração

de um conjunto de variáveis de trabalho com uma estrutura de regressão

normal.

Especificamente, para modelar, por exemplo a média µ e um outro parâmetro

τ , como h(µ) = x′β e g(τ) = z′γ, se requer variáveis de trabalho para aprox-

imar h(µ) e g(τ) em torno das estimativas correntes dos parâmetros. Dados

que E(yi) = µi e h é monótona e diferenciável no ponto µi = h−1(x′
iβ), se

mostrou na Seção 1.4 que a variável de trabalho ỹ = (ỹ1, ..., ỹn) para modelos
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lineares generalizados está determinada pela aproximação de primeiro grau

na expansão de Taylor de h(yi) em torno da média µi. Isto é,

h(yi) ≃ h(µi) + h′(µi)(yi − µi) = ỹi,

e

E(ỹi) = x′
iβ e V ar(ỹi) = [h′(µi)]

2V ar(yi).

Em consequência, se β(c) e γ(c) são os valores atuais de β e γ, as observações

de trabalho são

ỹi = x
′

iβ
(c) + h′

[
h−1(x′

iβ
(c))
][
yi − h−1(x′

iβ
(c))
]
, para i = 1, ..., n,

que têm variâncias observacionais dadas por

σ̃2
i =

{
h′
[
h−1(x′

iβ
(c))
]}2

g−1(z′iγ
(c)).

Dada a priori condicional β |γ ∼ N(b, B), onde b = b0 − CG−1
0 (γ − g0)

e B = B0 − CG−1
0 C ′ são obtidos da distribuição a priori (4.6), o núcleo

normal de transição q1 é dado pela distribuição a posteriori que resulta da

combinação da priori condicional com o modelo observacional de trabalho

ỹi ∼ N(x′
iβ, σ̃

2
i ). Isto é,

q1(β|β̂, γ̂) = N(b∗ , B∗),

onde

b∗ = B∗(B−1b+X ′Σ−1Ỹ ) e

B∗ = (B−1 +X ′Σ−1X)−1,

sendo Σ uma matriz diagonal com elementos σ̃2
i para i = 1, ..., n.

Deste núcleo de transição q1 são propostos os valores de β que farão parte

da amostra da distribuição a posteriori π(β, γ).
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A distribuição condicional completa a posteriori π(γ|β) é intratável ana-

liticamente e não é fácil gerar dela. Assumindo agora que existem variáveis

ti tais que E(ti) = τi, onde τi = g−1(z′iγ), tem-se que a variável de trabalho,

que denotaremos por y̌i, pode ser definida pela aproximação de primeiro grau

na expansão de Taylor de g(t):

g(t) ≃ g(τ) + g′(τ)(t− τ) = y̌.

Assim,

E(y̌i) = z′iγ e V ar(y̌i) = [g′(τi)]
2V ar(ti).

Em consequência, se β(c) e γ(c) são os valores correntes de β e γ, as observações

de trabalho são

y̌i = z′iγ
(c) + g′

[
g−1(z′iγ

(c))
][
ti − g−1(z′iγ

(c))
]
, para i = 1, ..., n.

e as variâncias observacionais de trabalho igualam

σ̌2
i =

{
g′[g−1(z′iγ

(c))]
}2
V ar(ti).

Dada a priori condicional γ |β ∼ N(g,G), onde g = g0 − C ′B−1
0 (β − b0)

e G = G0 − C ′B−1
0 C, o núcleo de transição q2 é dado pela distribuição a

posteriori que resulta da combinação da priori condicional com o modelo

observacional y̌i ∼ N(z′iγ, σ̌
2
i ). Isto é,

q2(γ|γ̂, β̂) = N(g∗ , G∗),

onde

g∗ = G∗(G−1g + Z ′Ψ−1Y̌ ),

G∗ = (G−1 + Z ′Ψ−1Z)−1,
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sendo Ψ uma matriz diagonal com elementos σ̌2
i , para i = 1, ..., n. Deste

núcleo de transição q2 são propostos os valores de γ que farão parte da

amostra da distribuição a posteriori π(β, γ).

Com a especificação de núcleos de transição q1 e q2, o algoritmo iterativo

para o amostragem de β e γ está determinado pelos seguintes passos:

1. Inicializa o contador de iterações da cadeia em j = 1 e de um valor

inicial (β0, γ0) para (β, γ);

2. Movimente o vetor β para um novo valor ϕ gerado da densidade pro-

posta q1(β
(j−1), ·);

3. Calcule a probabilidade de aceitação do movimento, α(β(j−1), ϕ). Se o

movimento é aceito, então β(j) = ϕ. Se não é aceito, então β(j) = β(j−1);

4. Movimente o vetor γ para um novo valor ϕ, gerado da densidade pro-

posta q2(γ
j−1, ·);

5. Calcule a probabilidade de aceitação do movimento, α(γ(j−1), ϕ). Se o

movimento é aceito, então γ(j) = ϕ. Se não é aceito, então γ(j) = γ(j−1);

6. Mude o contador para j to j + 1 e retorne a 2 até convergência.

Em continuação, antes das aplicações damos alguns exemplos de variáveis

de trabalho obtidas como foi explicado anteriormente. Em todos eles, assume-

se uma amostra de n observações independentes.

Exemplo 1. Para o modelo yi ∼ G(αi, λi) com µi = αi/λi, h(µi) = x′
iβ e

g(αi) = z′iγ, as observações de trabalho para o amostragem de β são:

ỹi = x′
iβ

(c) + h
′[
h−1(x′

iβ
(c))
][
yi − h−1(x′

iβ
(c))
]
, i = 1, ..., n.
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Para amostrar γ, consideramos ti = λiyi. ti tem distribuição gama com

média α e parâmetro de forma α. Como E(ti) = αi, as observações de

trabalho quando g = log são:

y̌i = z
′

iγ
(c) +

1

α
(c)
i

(λ
(c)
i yi − α

(c)
i )

= z′iγ
(c) +

yi
h−1(x′

iβ
(c))

− 1,

com variância associada por σ̌2
i = 1/α

(c)
i para i = 1, ..., n.

Exemplo 2. Para y ∼ Beta(α, λ), a média µ = α/(α + λ) pode ser

modelada como logit(µ) = x′β e o parâmetro α + λ como log(α + λ) = z′γ.

Assim, as observações de trabalho para o amostragem β são

ỹi = x
′

iβ
(c) +

yi − µ
(c)
i

µ
(c)
i (1− µ

(c)
i )

, para i = 1, ..., n.

Estas observações de trabalho podem ser escritas em termos dos valores cor-

rentes dos parâmetros β(c), pois

µ
(c)
i =

exp(x
′
iβ

(c))

1 + exp(x
′
iβ

(c))

e tem variância associada

σ̃2
i =

{
µ
(c)
i (1− µ

(c)
i )
[
1 + exp(z

′

iγ
(c))
]}−1

para i = 1, ..., n.

Quando modelamos α + λ na distribuição beta, uma variável t tal que

E(t) = α + λ é t = (α+λ)2

α
y. Então, as observações de trabalho resultantes

são

ỹi = z
′

iγ +

(αi+λi)2

αi
yi − αi + λi

αi + λi

= z
′

iγ +
yi
µi

− 1, i = 1, ..., n,
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que pode ser escrita em termos dos valores atuais β(c) e γ(c) como

ỹi = ziγ
(c) +

y
[
1 + exp(x

′
iβ

(c))
]

exp(xiβ(c))
− 1,

e que tem variância de trabalho correspondente

σ̌2
i = (1− µ(c))

{
µ(c)

[
1 + exp(ziγ

(c))
]}−1

para i = 1, ..., n.

Se β e γ são globalmente ortogonais, E( ∂2L
∂γ∂β

) = 0, então, a matriz de

informação de Fisher é bloco diagonal, onde o primeiro bloco Iβ é a matriz de

informação de Fisher correspondente a β e o outro Iγ é a matriz de informação

de Fisher correspondente a γ. Neste caso, procedendo como na Seção 3.2,

resulta do algoritmo escore de Fisher as variáves de trabalho ỹ e y̌ para

a proposta de amostragem de β e γ, respectivamente. Os exemplos 3 e 4

mostram variáveis de trabalho que resultam da aplicação do algoritmo escore

de Fisher como na Seção 3.2.

Exemplo 3. Seja o modelo yi = µi + ei, i = 1, ..., n, onde ei ∼ N(0, σ2
i ),

h(µi) = x′
iβ e g(σ2

i ) = z′iγ, para funções apropriadas h e g. As variáveis de

trabalho que resultam da aplicação escore de Fisher foram explicitadas no

Caṕıtulo 2.

Exemplo 4. Para o modelo y ∼ G(α, λ) com µ = α/λ, h(µ) = x′β e

g(α) = z′γ, a variável de trabalho para amostrar β é definida como na Seção

1.5. Dado β, a variável de trabalho para amostrar γ, obtida da aplicação

escore de Fisher é

ỹ = η − 1

α

[d2 log Γ(α)
dα2

− 1

αi

]−1[d log Γ(α)
dα

− log(
αy

µ
)− 1 +

y

µ

]
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para a qual

E(ỹ) = η,

Var(ỹ) =
1

α2
[
d2 log Γ(α)

dα2
− 1

α
]−1.

4.4 Estudo de simulação

Esta seção inclui três exemplos mostrando a eficiência da metodologia aqui

proposta para a modelagem de parâmetros ortogonais ou não ortogonais, na

famı́lia de distribuições exponencial biparamétrica. O exemplo 1 é uma si-

mulação para modelar parâmetros ortogonais: média e parâmetro de forma

na distribuição gama. O exemplo 2 é uma simulação para modelar parâmetros

não ortogonais: média e variância na distribuição gama. No exemplo 3 ap-

resentase o resultado da simulação quando modelamos média e dispersão na

distribuição beta. Em cada caso se inclui a correlação entre parâmetros dos

modelos, estimada a partir da amostra a posteriori.

4.4.1 Qualidade das estimativas

Exemplo 1. Um primeiro estudo de simulação tem como objetivo examinar

quão similares são as estimativas com os valores originais dos parâmetros,

quando modelamos a média e o parâmetro de forma para observações com

distribuição gama, com µ = xβ e log(α) = zγ. Primeiro, geramos os valores

das variáveis explicativas. Para cada uma das variáveis X1, X2, X3, X4, si-
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mulamos n=800 (n=400) valores, com x1i = 1 para i = 1, ..., n, x2i de uma

distribuição uniforme no intervalo (0, 30), x3i a partir de uma distribuição

uniforme no intervalo (0, 20), x4i a partir de uma distribuição uniforme no

intervalo (10, 20). Os valores yi da variável de interesse Y foram gerados a

partir de uma distribuição gama com média µi = 25 + 2x2i + 2x3i e αi =

exp(1, 4 + 0, 04x2i + 0, 05x4i). Uma amostra de uma distribuição gama com

parâmetro de forma α e parâmetro de escala λ pode ser obtida gerando

números pseudoaleatórios a partir da distribuição gama com parâmetro de

forma α e com parâmetro de escala igual a 1 e, então, multiplicando estes

por 1
λ
, se λ = α

x
′
β
. Assim obtêm-se números aleatórios com média µ = x′β e

parâmetro de forma α. Os valores dos parâmetros e as estimativas (com os

desvios padrões), encontrados nesta simulação, com valores iniciais βi = 3 e

γi = 0.01 para i=1,2,3, são dados na Tabela 4.1.

Tabela 4.1

modelo da média modelo do α

β0 β1 β2 γ0 γ1 γ2

n valores 25 2 2 1, 40 0, 04 0, 05

800 estimativas 25, 907 1, 916 1, 977 1, 414 0, 049 0, 039

d. padrão 0, 351 0, 018 0, 025 0, 358 0, 008 0, 023

400 estimativas 27, 284 1, 931 1, 864 1, 414 0, 049 0, 032

d. padrão 0, 526 0, 027 0, 032 0, 493 0, 011 0, 031

Quando n=800, as estimativas dos parâmetros do modelo da média e γ0

são muito próximas dos valores reais e têm desvios padrão muito pequenos.

As estimativas de γ1 e γ2 não são tão próximas aos valores verdadeiros. As

estimativas com n=800 são melhores que as estimativas com n=400, mais

próximas dos verdadeiros valores e com desvios padrões menores.
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Para observar o comportamento das estimativas dos parâmetros para

outro conjunto de dados e outros valores dos parâmetros, um outro estudo

de simulação foi realizado com o mesmo objetivo das simulações anteriores,

com as mesmas variáveis explicativas e yi simulado de uma distribuição gama

com média µi = 15 + 2xi2 + 2xi3 e αi = exp(−0, 4 + 0, 03xi2 + 0, 05xi4). As

estimativas resultantes, com valores iniciais βi = 2 e γi = 0, 02 para i = 1, 2, 3

são resumidas na Tabela 4.2.

Tabela 4.2

modelo da média modelo do α

β0 β1 β2 γ0 γ1 γ2

valores 15 2 2 −0, 400 0, 03 0, 05

n=400 estimativas 13, 232 1, 991 2, 189 −0, 848 0, 036 0, 070

d. padrão. 0, 723 0, 038 0, 056 0, 489 0, 011 0, 032

n=100 estimativas 14, 152 1, 795 2, 841 −0, 642 0, 018 0, 068

d. padrão 1, 819 0, 089 0, 142 0, 798 0, 022 0, 055

Apesar da estimativa de β0 estar mais próxima de seu valor real quando

n = 100, podemos ver que as estimativas dos parâmetros do modelo da

média são melhores quando n=400, pois as estimativas de β1 e β2 estão mais

prôximos de seus verdadeiros valores e têm desvios padrão menores. Para

os parâmetros do modelo do parâmetro de forma, não podemos afirmar, que

em geral, as estimativas estão mais próximas dos verdadeiros valores quando

n=400, mas os erros padrão são significativamente menores, mostrando que

as estimativas são melhores.

Apesar de ter-nos centrado nos modelos µ = x′β e σ2 = exp(z′γ), esta não

é a única forma de modelar estes parâmetros, e em algumas aplicações podem
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não ser as mais apropriadas. Muitos outras formas podem ser propostas. Em

todos os casos, uma aproximação de Taylor é uma boa idéia para propor um

vetor de observações de trabalho.

Só para mostrar como as estimativas são similares aos valores originais

dos parâmetros para outros modelos, um segundo estudo de simulação foi

desenvolvido com n = 400, com as mesmas variáveis explicativas e com yi

simulado da distribuição gama com média µi = exp(1+ 0, 14xi2 +0, 05x13) e

αi = exp(1, 4+0, 04xi2+0, 05x14). As estimativas obtidas com valores iniciais

β0 = 0, 2, β1 = 0, 3, β2 = 0, 4 e γi = 0, 0002 para i = 1, 2, 3, são resumidas na

tabela 4.3.

Tabela 4.3

modelo da média modelo de dispersão

β0 β1 β2 γ0 γ1 γ2

valores 1 0, 140 0, 05 1, 40 0, 040 0, 050

estimativas 1, 040 0, 143 0, 047 1, 330 0, 051 0, 035

d. padrão 0, 013 0, 20 0, 007 0, 502 0, 012 0, 032

Podemos ver que as estimativas dos parâmetros do modelo da média

estão muito próximos de seus verdadeiros valores, bem mais que no modelo

do parâmetro de forma. Assim, como na última simulação, esperamos que

mais dados impliquem maior precisão na estimação.

Exemplo 2. Um segundo estudo de simulação foi desenvolvido com o obje-

tivo de examinar quão similares são as estimativas e os valores dos parâmetros

quando modelamos a média e a variância na distribuição gama, que são

parâmetros não ortogonais. Para cada uma das variáveis X1, X2, X3, X4, foi

simulado n=400 (n=800) valores, como no primeiro estudo de simulação, e os

valores yi da variável de interesse Y , foram simulados por uma distribuição

68



gama com média µi = 15 + 3x2i + 2x3i e σ2
i = exp(3 + 0, 15x2i + 0, 15x4i).

Amostras da distribuição gama com média µ e variância σ2 foram obtidas

por geração de números pseudoaleatórios a partir de uma distribuição gama

com parâmetro de forma αi =
µ2
i

σ2
i
e parâmetro de escala igual a 1 e, então,

multiplicados estes por µi

αi
.

Os valores dos parâmetros e suas estimativas (desvios padrão), encon-

tradas nesta simulação a partir da amostra a posteriori, quando os valores

inicias são βi = 1, i = 1, 2, 3, γ1 = 10, e γi = 0 para i = 2, 3, são dados na

Tabela 4.4.

Para mostrar que as estimativas estão mais próximas dos valores originais

dos parâmetros quando a amostra é grande, damos na Tabela 4.4 outros re-

sultados obtidos numa simulação, com os mesmos valores para os parâmetros,

n = 800 e valores iniciais βi = 1, i = 1, 2, 3, γ1 = 10, e γi = 0 para i = 2, 3.

Tabela 4.4

modelo da média modelo da variância

n β0 β1 β2 γ0 γ1 γ2

valores 15 3 2 3 0.15 0.15

400 estimativas 17.153 2,966 1,805 3,330 0,147 0,127

d. padrão 0,709 0,036 0,053 0,440 0,009 0,027

800 estimativas 16,204 2,964 1,931 3,147 0,150 0,137

d. padrão 0,502 0,026 0,037 0,342 0,007 0,021

Quando n = 800, as estimativas dos parâmetros do modelo da média

e dos parâmetros do modelo da variância estão prôximos dos valores reais

e têm erros padrão pequenos, mas não podem ser consideradas boas. As

estimativas com n = 800 são melhores que as estimativas quando n = 400,

pois estãm mais próximas dos valores reais e têm erros padrão menores.
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Nas simulações e na aplicação dadas neste caṕıtulo, para a estimação

de cada um dos parâmetros foram geradas várias cadeias inicializadas em

valores diferentes. Em todos os casos, todas elas exibiram o mesmo com-

portamento qualitativo através das interações depois de um peŕıodo inicial,

dando um forte ind́ıcio de um comportamento estacionário, que nos permite

assumir convergência das cadeias. Este comportamento é mostrado nas Fig-

uras 4.1(a − c) para os β’s e 4.1(d − f) para para os γ’s em cadeias com

n = 400, 10.000 iterações e dois conjuntos diferentes de valores iniciais. Uma

cadeia com valores iniciais βi = 1, i = 1, 2, 3, γ1 = 10, e γi = 0 para i = 2, 3,

e outra com valores iniciais β1 = 30, β2 = 1, β3 = 5, γ1 = 5 e γi = 1 para

i = 2, 3.

Para n = 400 a Figura 4.2 mostra histogramas das distribuições marginais

a posteriori dos parâmetros. A partir destes, podemos ver que a distribuição

marginal a posteriori de cada um dos parâmetros é aproximadamente normal.

Para a mesma amostra a figura 4.3 mostra um scatterplot da distribuição

a posteriori para cada par de parâmetros. Caracteŕısticas gerais da dis-

tribuição a posteriori podem ser facilmente identificadas a partir desta figura.

Por exemplo, a localização da posteriori marginal a distribuição para cada par

de parâmetros do modelo, e correlações entre as componentes dos parâmetros

β e γ. Esta figura mostra uma alta correlação negativa entre os parâmetros

dos pares (β0, β1), (β0, β2) e (γ0, γ1), uma correlação positiva entre os parâmetros

dos pares (β0, β2)

Exemplo 3. Um terceiro estudo de simulação tem como objetivo ilustrar

esta metodologia quando o vetor de observações Y é a realização de um

vetor aleatório cujas componentes são independentes com distribuição beta

de parâmetros α e λ. Neste caso, modelamos logit(µ) = x′β, onde µ = α
α+λ

e

log(α + λ) = z′γ. Cada uma destas variáveis foram simuladas com n = 400
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Figura 4.1: Comportamento da cadeia amostral a posteriori para cada um

dos parâmetros do estudo de simulação, com n = 400

valores. Os valores de X1 são iguais a 1 e definem um modelo com ponto

de interseção. Os valores de X2 foram gerados de uma distribuição uniforme

no intervalo [0,30], e os valores de X3 foram gerados de uma distribuição

uniforme no intervalo [0,20]. Z é a matriz de variáveis explicativas Z1 =
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Figura 4.2: Histograma da distribuição marginal a posteriori dos parâmetros

nas simulação com n = 400.

X1, Z2 = X3, e Z3 com 400 valores gerados de uma distribuição uniforme

no intervalo [0,15]. Finalmente, os valores do vetor de observações foram

simulados da distribuição beta com αi + λi = exp(3 − 0.02z2i + 0.04z3i) e

média logit(µi) = −3 + 0.02x2i + 0.04x3i.
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Figura 4.3: omportamento das cadeias amostrais para n = 400, 10000 it-

erações e dois conjuntos diferentes de valores iniciais. Uma cadeia com val-

ores iniciais βi = 1, i = 1, 2, 3, γ1 = 10, e γi = 0 para i = 2, 3, e outra com

valores iniciais β1 = 30, β2 = 1, β3 = 5, γ1 = 5 e γi = 1 para i = 2, 3.
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Com valores iniciais β = (0.5, 0, 0) e γ = (0.5, 0, 0), obtivemos as esti-

mativas da média a posteriori (e os desvios padrão respectivos) mostradas

na Tabela 4.5. Neste caso a distribuição a priori assumida foi (β, γ) ∼

N(0, 105I6).

Tabela 4.5

modelo média modelo para (α+ λ)

n=400 β0 β1 β2 γ0 γ1 γ2

valores -1,5 0,05 0,2 3 -0,02 0,04

estimativas -1,499 0,051 0,196 3,182 −0, 01245 0, 01741

d. padrão 0,085 0, 004 0, 006 0,247 0, 01329 0, 01648

Esta tabela mostra boas estimativas para os parâmetros do modelo da

média: estimativas são muito próximas aos valores dos parâmetros e com

desvios padrão pequenos. Para o modelo do parâmetro α+ λ as estimativas

dos parâmetros γ1 e γ2 não são tão boas como as do modelo da média.

Também modelamos a média e o parâmetro α com a mesma metodolo-

gia, e com variáveis de trabalho definidas como na Seção 4.3. Em todos os

casos, as estimativas dos parâmetros estão muito próximas dos valores dos

parâmetros e têm erros padrão pequenos. E, como no último estudo, com

um maior número de observações obtém-se melhores estimativas.

4.4.2 Correlação a posteriori entre os parâmetros

Outro tópico de interesse analisado é a correlação entre as estimativas dos

parâmetros do modelo. Especificamente, entre as estimativas de β e γ. Para

isto, calculamos a correlação entre as estimativas dos parâmetros, a partir

da amostra a posteriori, nos exemplos 1, 2 e 3.

A Tabela 4.6 mostra a correlação entre as amostras a posteriori dos

parâmetros, quando modelamos a média µ e o parâmetro de forma α na dis-
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tribuição gama, com n = 400. Vemos que a correlação entre os parâmetros

do modelo da média e os parâmetros do modelo no parâmetro de forma é

relativamente pequena, exceto para a correlação entre γ1 e β1.

Tabela 4.6

β0 β1 β2 γ0 γ1 γ2

β0 1

β1 -0,706 1

β2 -0,506 -0,126 1

γ0 -0,132 0,083 0,052 1

γ1 0,148 -0,246 0,065 -0,236 1

γ2 0,086 0,002 -0,096 -0,929 -0,078 1

A Tabela 4.7 mostra a correlação entre amostras a posteriori para as

estimativas dos parâmetros β e γ quando modelamos os parâmetros µ e α na

distribuição beta, com n = 400. Neste caso, também é posśıvel afirmar que

a correlação entre as estimativas dos parâmetros da média e dos parâmetros

do modelo de α não são tão pequenas. Por exemplo, a correlação entre β1 e

γ1 é de 0.332 e entre β1 e γ0 de −0.259.

Table 4.7

β0 β1 β2 γ0 γ1 γ2

β0 1

β1 -0,703 1

β2 -0,696 0,134 1

γ0 0,221 -0,259 -0,113 1

γ1 -0,175 0,332 0,017 -0,641 1

γ2 -0,170 0,074 0,229 -0,607 -0,081 1

Os resultados mostrados nas Tabelas 4.6 e 4.7, estão em concordância

com a forma da matriz de informação de Fisher. A Tabela 4.6 mostra uma
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correlação relativamente baixa, entre as componentes de β e γ. Este resultado

é esperado, dada a forma bloco diagonal da matriz de informação de Fisher.

Na Tabela 4.7 observa-se uma maior correlação entre as componentes de β e

γ.

4.5 Aplicação

Uma análise de dados do Imposto Predial Territorial Único (IPTU) de um

setor de Recife, Brasil, feita pelos professores Gauss Cordeiro e Enivaldo

Rocha, tem mostrado que para estes dados as variáveis que auxiliam signi-

ficativamente na explicação da variável IPTU são:

PAV : Rua Pavimentada

ESG : Serviço de água

ILU : Iluminação

ORD : ocupação ordenada

LOC : De interesse local

Todas estas variáveis são dicotômicas: PAV=1 se a rua é pavimentada,

e 0 no caso contrário; ESG=1 se a propriedade tem serviço de água, e 0

caso contrário; ILU se a propriedade está numa rua com iluminação, e 0

caso contrário; ORD=1 se a propriedade está num setor com uma ocupação

ordenada (planejada), e 0 caso contrário; LOC=1 se a rua é local, isto é se

não tem interesse para outros lugares da cidade, e 0 caso contrário.

Para a análise Bayesiana destes dados foi considerado o modelo

µ = β0 + β1PAV + β2ESG+ β3ILU + β4ORD + β5LOC

para modelar a média, e o modelo

α = exp(γ0 + γ1PAV + γ2ESG+ γ3ORD),
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para modelar o parâmetro de forma α.

Dado que as estimativas clássicas dos parâmetros β quando α é consi-

derado constante são conhecidas: β0 = (766.6, 266.2, 77.6, 81.9, 93.2,−414.7),

nós consideramos uma distribuição normal como priori para β, com média

b = β0 e matriz de variância 10000I6. Para γ consideramos como priori

uma distribuição normal com média g = 0 e variância 100I4. Os valores

iniciais para β foram (766.6, 266.2, 77.6, 81.9, 93.2, -414.7), e para γ, foram

γ0 = −2, γ1 = 0, γ2 = 0.

Tabela 8

modelo da média

β0 β1 β2 β3 β4 β5

média. 742,26 262,25 29,83 54,21 87,13 -383,39

d. padrão 18,77 15,97 4,94 11,44 3,09 18,62

modelo do parâmetro de forma

γ0 γ1 γ2 γ3

média 2,159 -0,353 -0,112 0,189

d. padrão 0,152 0,619 0,601 0,327

Como nos resultados reportados pelos professores Gauss Cordeiro e Eni-

valdo Rocha, nesta tabela observa-se que todas as variáveis incluidas no mod-

elo da média auxiliam significativamente na explicação da variável IPTU. As

variáves consideradas no modelo do parâmetro de forma não auxiliam na

explicação do comportamento deste parâmetro.

4.6 Extensões

Neste caṕıtulo temos proposto uma metodologia Bayesiana para modelar

parâmetros ortogonais ou não-ortogonais na famı́lia exponencial de dois parâmetros.
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A simulação e os exemplos dados mostraram eficiência da metodologia pro-

posta.

Uma extensão desta metodologia pode ser de particular importância. A

distribuição de Neyman Tipo A, que é obtida da combinação de duas dis-

tribuições de Poisson, está definida por

Pk(λ, ϕ) = P [y = k|λ, ϕ] =
∞∑
j=1

e−λ(λj/j!)e−jϕ[(jϕ)k/k!]

para k > 0, e P0(λ, ϕ) = P [y = 0] = exp[−λ(1− e−ϕ)]. (Johnson,1969)

Então, podemos modelar λ = x′β e ϕ = z′γ, e implementar esta metodolo-

gia de estimação dos parâmetros mediante um processo iterativo. Mas,

como nesta distribuição E(y) = λϕ, podemos modelar µ = λϕ = x′β, e

σ2 = µ(1 + ϕ) = exp(z′γ) para algumas matrizes X e Z de variáveis ex-

plicativas e alguns vetores de parâmetros β e λ. Neste sentido, temos que

ϕ = σ2

µ
− 1 e λ = µ

ϕ
e, então a verossimilhança pode ser facilmente estimada

e a metodologia implementada.

Como ilustração, suponha que estudamos um modelo assumindo que a

variação (no número de grupos de ovos por unidade de área) pode ser repre-

sentada por uma distribuição de Poisson, em que o número de larvas desen-

volvidas dentro de cada grupo pode ser representado por variáveis aleatórias

independentes, cada uma tendo distribuição de Poisson. Então, a distribuição

das larvas numa área escolhida aleatoriamente no campo, pode ser represen-

tada por uma distribuição de Neyman Tipo A, e seus parâmetros modelados

como indicado anteriormente.

Existem outras extensões relacionadas com os tópicos tratados neste caṕıtulo.

Apresentamos algumas que se constituem, além de um complemento teórico

importante, num apoio didático ao estudo da Estat́ıstica.

Pode-se mostrar que quando a média e o parâmetro de dispersão de dis-

78



tribuições na famı́lia exponencial biparamétrica definida por (2.10) são mod-

elados como regressões, o processo de obtenção das estimativas de máxima

verossimilhança usando escore de Fisher pode ser considerado como um pro-

cesso iterativo de mı́nimos quadrados ponderados.
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Caṕıtulo 5

Modelos normais não-lineares

Resumo

No Caṕıtulo 3 propusemos uma metodologia Bayesiana para modelar a he-

terogeneidade da variância na análise de regressão normal, dada a orto-

gonalidade entre os parâmetros de média e variância, µ e σ2. Essa idéia

foi estendida no Caṕıtulo 4 para uma metodologia para modelar parâmetros

ortogonais ou não, na famı́lia de distribuições exponencial biparamétrica.

Como exemplos da aplicação dessa metodologia, se modelou neste Caṕıtulo,

a média e o parâmetro de dispersão na distribuição beta, e a média e a

variância na distribuição gama. Aqui, estendemos essas idéias para ajustar

modelos normais não-lineares e propomos a mesma metodologia para a mo-

delagem de parâmetros como modelos de regressão não-lineares, na famı́lia

exponencial biparamétrica.
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5.1 Introdução

Como nos caṕıtulos anteriores, tratamos a variável aleatoria Y = (y1, ..., yn)
′

com componentes independentes e média µ = (µ1, ..., µn)
′. X representa a

matriz de variáveis explicativas da média e Z a matriz de variáveis explica-

tivas da variância. β = (β1, ..., βp)
′ é o vetor de parâmetros do modelo da

média e γ = (γ1, ..., γr)
′ o vetor de parâmetros do modelo da variância.

Em modelos normais, generalizando a componente sistemática para η =

f(x, β), onde f é uma função não linear dos parâmetros, obtemos um mo-

delo normal não linear com variância constante. Quando a variância não é

constante, é necessario considerar uma análise com modelagem expĺıcita da

variância, incluindo posśıveis efeitos na variabilidade, através de variáveis ex-

plicativas. Na análise de modelos de regressão normal não-linear a variância

pode ser modelada, através de variáveis explicativas, como σ2 = g(z, γ), onde

g é uma função de valor real apropriada: monótona, diferenciável e que leva

em conta a positividade da variância, e não necesariamente linear com relação

aos parâmetros.

Uma outra generalização pode ser feita: a distribuição da variável de

interesse pode ser generalizada para outras distribuições na famı́lia expo-

nencial. Com estas generalizações chegamos ao que podeŕıamos chamar de

modelos não lineares generalizados.

Os modelos normais não lineares para uma variável de resposta Y tem

duas componentes: uma função não linear caracterizando a resposta média

e uma especificação da variância da resposta em cada observação. Na mo-

delagem da variância propusemos, no Caṕıtulo 3, modelos da forma g(σ2) =

z′γ, que poderiam resultar pouco apropriados se não existir uma função da

variância que possa ser expressa em forma linear com relação a um conjunto
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apropriado de parâmetros. Neste caṕıtulo, se propõe uma metodologia que

permite a modelagem da variância como um modelo de regressão não linear.

Isto é, consideramos que σ2 = g(z, γ), onde a função g depende de γ, o vetor

r × 1 de parâmetros de regressão, numa forma não linear.

Neste caṕıtulo, estendemos a metodologia Bayesiana usada no Caṕıtulo 3

para modelar a média e a variância em modelos de regressão não linear com

heterogeneidade da variância.

A ordem das demais seções deste caṕıtulo é a seguinte. A Seção 5.2

apresenta o modelo normal não linear. A Seção 5.3 apresenta o método

iterativo de Gauss-Newton. A Seção 5.4 estuda o processo de estimação de

máxima verossimilhança, usando o método escore de Fisher. A Seção 5.5

apresenta a metodologia Bayesiana e o algoritmo MCMC usado para fazer

inferência. Finalmente, a Seção 5.6 apresenta algumas extensões posśıveis.

5.2 Modelos normais não-lineares

Os modelos normais não lineares, para uma variável de resposta Y têm duas

componentes: uma função não linear, caracterizando a resposta média e uma

especificação da variância da resposta em cada observação. Seja yi a resposta

observada no i-ésimo valor xi, i = 1, ..., n, da variável explicativa. O modelo

para a i-ésima observação é, usualmente, escrito como

yi = f(xi, β) + ϵi, ϵi ∼ N(0, σ2
i ), i = 1, ..., n, (5.1)

onde a função de regressão f depende de β, o vetor p× 1 de parâmetros de

regressão, numa forma não linear. Os erros aleatórios ϵi refletem a incerteza

na medição da resposta e são independentes, normalmente distribúıdos, com

82



média zero e variância σ2
i . A variância pode ser modelada como uma função

σ2 = g(z, γ). Esta função deverá ser monótona, diferenciável e deve preservar

a positividade da variância.

5.3 O método de Gauss-Newton

Pode-se aproximar µi = f(xi, β) em torno de valores correntes β(c) de β, por

µi = f(xi, β) ≈ f(xi, β
(c)) +∇f(xi, β

(c))(β − β(c)), (5.2)

onde

β = (β1, ..., βp)
′,

β(c) = (β
(c)
1 , ..., β(c)

p )′,

∇f(xi, β
(c)) =

[∂f(xi, β)

∂β1

|β(c) , ...,
∂f(xi, β)

∂βp

|β(c)

]
.

De (5.1) e (5.2) tem-se

ϵi ≈ yi − f(xi, β
(c))−∇f(xi, β

(c))(β − β(c)). (5.3)

No caso em que a variância é constante, para determinar o valor β que

minimiza a soma dos quadrados dos erros, determina-se o incremento δ =

β − β(c) que minimiza a aproximação da soma dos quadrados dos erros dada

por

Σn
i=1

[
yi − f(xi, β

(c))−∇f(xi, β
(c))(β − β(c))

]2
.
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O processo requer valores iniciais para β(c) e está descrito em Bates e

Watts (1988. pg. 40), como o seguinte. Seja V a matriz que tem como

i-ésima fila ∇f(xi, β
(c)). Usando a decomposição QR, temos que V = QR,

onde Q é uma matriz n× n e R é uma matriz n× p tal que Q
′
Q = I e R é

zero embaixo da diagonal principal. Escrevendo R = [R1, 0]
′
, onde R1 é uma

matriz p× p triangular superior, e Q = [Q1|Q2] com Q1 tendo as primeiras p

colunas de Q e Q2 as últimas n− p colunas de Q, temos V = QR = Q1R1.

Geometricamente, as colunas de Q definem uma base ortogonal, para o

espaço de resposta, com a propriedade que as primeiras p colunas definem

o plano dos valores esperados. Então, se w é o vetor com componentes

w1 = Q
′
1Y e w2 = Q

′
2Y , a projeção de w no plano dos valores esperados

é simplesmente [w1 0]
′
no sistema de coordenadas explicitado por Q e η̂ =

Q[w1 0]
′
= Q1w1 no sistema original de coordenadas. Para determinar a

estimação dos mı́nimos quadrados, temos que encontrar a valor de δ que

corresponde a η̂. Já que η̂ = V δ̂, Q1R1δ̂ = Q1w1. O ponto f(xi, β
(c) + δ0)ni=1

estará mais próximo de Y que f(xi, β
(c))ni=1, e, então, atualizando o valor

corrente de β para β(n) = β(c) + δ0, numa nova iteração, com β(c) = β(n),

obtemos um novo incremento. Este processo se repete até convergência,

isto é, até que os incrementos sejam pequenos o suficiente para não gerarem

mudanças significativas no vetor de parâmetros.

5.4 Estimação de máxima verossimilhança

usando escore de Fisher

Seja yi, i = 1, ..., n, a resposta observada nos i-ésimos valores xi = (xi1, ..., xip′)
′

e zi = (zi1, ..., zir′)
′ de x e z. Dados os vetores de parâmetros β = (β1, ..., βp)

′

e γ = (γ1, ..., γr)
′
, se as observações seguem o modelo yi = µi+ ϵi, i = 1, ..., n
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com µi = f(xi, β), ϵi ∼ N(0, σ2
i ) e σ2

i = g(zi, γ), o núcleo da função de

verossimilhança é

L(β, γ) ∝ Πn
i=1

1

σi

exp
{
− 1

2σ2
i

[
yi − f(xi, β)

]2}
, σ2

i = g(zi, γ),

onde f e g são funções apropriadas de valor real, não lineares com relação

aos parâmetros. O logaritmo da função de verossimilhança é

ℓ(β, γ) = −1

2
Σn

i=1

{
log(σ2

i ) +
1

σ2
i

[
yi − f(xi, β)

]2}
.

As primeiras e segundas derivadas do logaritmo da função de verossimilhança,

com relação aos parâmetros são:

∂ℓ

∂βj

= Σn
i=1

1

σ2
i

[
yi − f(xi, β)

] ∂

∂βj

f(xi, β), j = 1, ..., p,

∂ℓ

∂γj
= −1

2
Σn

i=1

1

σ2
i

{
1− 1

σ2
i

[
yi − f(xi, β)

]2} ∂

∂γj
g(zi, γ), j = 1, ..., r,

∂2ℓ

∂βl∂βj

= −Σn
i=1

1

σ2
i

∂

∂βl

f(xi, β)×
∂

∂βj

f(xi, β)

+Σn
i=1

1

σ2
i

[
yi − f(xi, β)

] ∂2

∂βl∂βj

f(xi, β), l, j = 1, ..., p,

∂2ℓ

∂γl∂βj

= −Σn
i=1

1

σ4
i

[
yi−f(xi, β)

] ∂

∂βj

f(xi, β)
∂

∂γl
g(zi, γ),

l = 1, ..., r, j = 1, ..., p,

∂2ℓ

∂γl∂γj
= Σn

i=1

1

2σ4
i

{
1− 2

[
yi − f(xi, β)

]2
σ2
i

} ∂

∂γl
g(zi, γ)×

∂

∂γl
g(zi, γ)

−1

2
Σn

i=1

1

σ2
i

{
1− 1

σ2
i

[
yi − f(xi, β)

]2
} ∂2

∂γs∂γr
g(zi, γ), l, j = 1, ..., r.

E, então, a matriz de informação de Fisher está determinada por

−E
[ ∂2ℓ

∂βl∂βj

]
= Σn

i=1

1

σ2
i

∂

∂βl

f(xi, β)×
∂

∂βj

f(xi, β),
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−E
[ ∂2ℓ

∂γl∂βj

]
= 0,

−E
[ ∂2ℓ

∂γl∂γj

]
= Σn

i=1

1

2σ4
i

∂

∂γj
g(zi, γ)×

∂

∂γl
g(zi, γ). (5.4)

Dado que −E
[

∂2ℓ
∂γl∂βj

]
= 0, a matriz de informação de Fisher é uma ma-

triz bloco diagonal, onde um dos blocos, Iβ, corresponde à matriz de in-

formação de β e o outro, Iγ, à matriz de informação de γ, os parâmetros

β e γ são globalmente ortogonais (Cox e Reid,1987) e suas estimativas de

máxima verossimilhança β̂ e γ̂ são assintoticamente independentes. Assim,

pode ser proposto um algoritmo iterativo alternado para sua estimação.

Note-se que se f(xi, β) = xiβ e g(zi, γ) = exp(z
′
iγ), as equações de (5.4)

se reduzem a:

−E[
∂2ℓ

∂βl∂βj

] = Σn
i=1

1

σ2
i

xijxil,

−E[
∂2ℓ

∂γl∂βj

] = 0,

−E[
∂2ℓ

∂γl∂γj
] =

1

2
Σn

i=1zijzil,

como no Caṕıtulo 3.

Procedendo como no Caṕıtulo 3,

(I
(k)
β β(k))j + q

(k)
j = Σn

i=1

1

σ2
i

∇f(xi, β)β
∂

∂βj

f(xi, β)

+Σn
i=1

1

σ2
i

(yi − f(xi, β))
∂

∂βj

f(xi, β)

= Σn
i=1

1

σ2
i

[ηi + yi − f(xi, β)]
∂

∂βj

f(xi, β), j = 1, ..., n,

onde ηi = ∇f(xi, β)β. Como consequência, a variável de trabalho Ỹ para a

estimação de β dado γ, tem componentes

ỹi = ηi + yi − f(xi, β). (5.5)
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Para a estimação de β dado γ o algoritmo de escore de Fisher leva a

β(k+1) = (X̃
′
W (k)X̃)−1X̃W (k)Ỹ , (5.6)

para todo k, sendo W (k) a matriz com entradas w
(k)
i = 1/(σ2

i )
(k), onde

(σ2
i )

(k) = g(z
′
i, γ

(k)). A matriz X̃ tem como i-ésima linha ∇f(xi, β).

Para determinar as estimativas de γ, do algoritmo escore de Fisher, temos

que

(I(k)γ β(k))j + q
(k)
j = Σn

i=1

1

2σ4
i

∇g(zi, γ)γ × ∂

∂γi
g(zi, γ)

−Σn
i=1

1

2σ2
i

[1− 1

σ2
i

(yi − f(xi, β))
2]

∂

∂γj
g(zi, γ)

= Σn
i=1

1

2σ4
i

[ηi − σ2
i + (yi − f(xi, β))

2]
∂

∂γi
g(zi, γ) j = 1, ..., r.

Da expressão anterior se conclui que a variável de trabalho na estimação de

γ é

y̌i = ηi − σ2
i + (yi − f(xi, β))

2 (5.7)

Neste caso, a fórmula decorrente do método escore de Fisher para a estimação

de γ é

γ(k+1) = (Z̃
′
WZ̃)−1Z̃

′
WỸ , (5.8)

onde W = diag(1/2σ4
i ). A matriz Z̃ tem como i-ésima linha ∇g(zi, β).

Em resumo, dados os valores iniciais β(0) e γ(0) para os parâmetros, um

algoritmo iterativo alternado para obter as estimativas de máxima verossim-

ilhança de β e γ pode ser proposto a partir das equações (5.6) e (5.8). β(k+1)

se obtém mediante a equação (5.6), dados os valores correntes de β e γ. γ(k+1)
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é obtido a partir da equação (5.8) dados os valores correntes de β e γ. O pro-

cesso iterativo continua até que seja satisfeito algum critério de parada, por

exemplo, até que as mudanças entre estimativas de ciclos sucessivos sejam

suficientemente pequenas.

5.5 Metodologia Bayesiana para estimação dos

parâmetros num modelo não-linear

Como nos caṕıtulos anteriores, por simplicidade, consideramos como dis-

tribuição a priori, p(β, γ), dada por β

γ

 ∼ N


 b

g

 ,

 B C

C ′ G


 .

Com a função de verossimilhança L(β, γ) dada pela distribuição normal,

e usando o teorema de Bayes obten-se a distribuição a posteriori

π(β, γ) ∼ L(β, γ)p(β, γ).

Dado que a distribuição a posteriori π(β, γ) não é tratável analiticamente,

que dela é dif́ıcil gerar diretamente amostras dos parâmetros e, levando em

conta, que β e γ são ortogonais, propomos amostrar esses parâmetros me-

diante um processo iterativo alternado, amostrando β e γ a partir das dis-

tribuições condicionais π(β|γ) e π(γ|β), respectivamente. Entretanto, dado

que π(β|γ) e π(γ|β) não são tratáveis analiticamente e que é dificil gerar

amostras de β e γ a partir delas, se propoẽm núcleos de transição q1 e

q2, para gerar amostras a posteriori dos parâmetros usando o algoritmo de

Metropolis-Hasting.
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Para modelar a média µi e a variância σ2
i como µi = f(xi, β) e σ2

i =

g(zi, γ) propomos a metodologia usada no Caṕıtulo 3. Aqui β e γ são os

vetores de parâmetros, xi o i-ésimo vetor de variáveis explicativas da média,

e zi o i-ésimo vetor de variáveis explicativas da variância. De (5.5) e do

algoritmo escore de Fisher, a variável de trabalho iguala

ỹi = ∇f(xi, β
(c))β(c) + yi − f(xi, β

(c)), i = 1, ..., n,

e esta tem distribuição normal com média E(ỹ) = ∇f(xi, β
(c))β(c) e variância

V ar(ỹi) = V ar(yi) = σ2
i .

O núcleo de transição q1 é explicitado como a distribuição a posteriori de β

obtida da combinação da distribuição a priori condicional β|γ ∼ N(b, B) que

resulta da priori, com o modelo observacional de trabalho ỹi ∼ N(x̃
′
iβ, σ

2
i ),

onde x̃i = ∇f(xi, β
(c)). Procedendo como no Caṕıtulo 3, obtém-se:

q1(β|β̂, γ̂) = N(b∗ , B∗),

onde

b∗ = B∗(B−1b+ X̃
′
Σ−1Ỹ ),

B∗ = (B−1 + X̃
′
Σ−1X̃)−1

com Σ = diag(σ2
i ).

A distribuição condicional completa π(γ|β) é intratável analiticamente e

com ela não é fácil gerar amostras de γ. Procedendo como na amostragem

de β, se β(c) e γ(c) são os valores correntes de β e γ, de (5.7), segue que a

variável observacional de trabalho tem i-ésimo elemento dado por

y̌i = ∇g(zi, γ
(c))γ(c) − (σ2

i )
(c) + (yi − f(xi, β

(c))2,
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onde γ(c) = (γ
(c)
1 , ..., γ(c)

r ) é o valor corrente de γ = (γ1, ..., γr) e

∇g(γ(c)) =
[∂g(zi, γ)

∂γ1
|γ(c) , ...,

∂g(zi, γ)

∂γr
|γ(c)

]
.

Esta variável tem média e variância dadas por

E(y̌) = ∇g(zi, γ
(c))γ

Var(y̌) = V ar{(yi − f(xi, β
c))2} = 2g(zi, γ

(c)).

O núcleo de transição q2 é explicitado como a distribuição a posteriori de

γ obtida da combinação da distribuição a priori condicional γ|β ∼ N(g,G)

que resulta da priori, y̌i ∼ N(z̃
′
iβ, σ

2
i ), onde z̃ = ∇g(zi, β

(c)). Procedendo

como no Caṕıtulo 3, obtém-se:

q2(γ|β) = N(g∗ , G∗),

onde

g∗ = G∗(G−1g + X̃
′
Σ−1Ỹ ),

G∗ = (G−1 + Z̃
′
Σ−1Z̃)−1,

com Σ = diag(2σ4
i ).

O algoritmo de amostragem está determinado pelos seguintes passos:

1. Inicialize o contador de iterações em j = 1 e dê valores iniciais (β(0), γ(0)).

para (β, γ)
′
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2. Movimente o vetor β para um novo valor ϕ gerado da proposta q1(β
(j−1), .).

3. Calcule a probabilidade de aceitação de movimento, α(β(j−1), ϕ) . Se o

movimento é aceito, então β(j) = ϕ. Se não é aceito, então β(j) = β(j−1).

4. Movimente o vetor γ para um novo valor ϕ, gerado da densidade pro-

posta q2(γ
j−1, .).

5. Calcule a probabilidade de aceitação do movimento, α(γ(j−1), ϕ). Se o

movimento é aceito, então γ(j) = ϕ. Se não é aceito, então γ(j) = γ(j−1).

6. Finalmente, mude o contador para j para j + 1 e retorne a 2 até que

haja convergência.

5.6 Extensões

Seja Y = (y1, ..., yn) seguindo o modelo Y ∼ FE(µ, τ), onde a média µ e

o parâmetro de dispersão τ são ortogonais. Para ajustar os modelos µ =

f(x, β) e τ = g(z, γ), onde f e g são funções não lineares apropriadas, pode

ser aplicada a metodologia proposta na Seção 5.5. Do algoritmo escore de

Fisher, procedendo como na Seção 5.4, se obtém variáveis de trabalho ỹ e y̌.

Considerando os modelos observacionais ỹ ∼ N(µ̃, σ̃2) e y̌ ∼ N(µ̌, σ̌2), onde

µ̃ = ∇f.β, σ̃2 = Var(ỹ), µ̌ = ∇g.γ, σ̌2 = Var(y̌), e distribuições prioris para

os vetores de parâmetros β e γ, as propostas q1 e q2 para a amostragem de

β e de γ, respectivamente, são obtidas como no algoritmo descrito na seção.
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Caṕıtulo 6

Modelagem da média e matriz

de covariâncias

6.1 Introdução

Em modelos lineares clássicos temos as seguintes hipoteses: (i) O vetor ϵ

tem componentes ϵi, i = 1, ..., n, independentes normalmente distribúıdas,

cada uma com média zero e variância comum σ2; (ii) Cada covariável é

determińıstica, isto é, os xij , i = 1, ..., n, j = 1, ..., p, são variáveis fixadas

não estocásticas.

Quando existe heterogeneidade da variância, a hipótese (i) falha, mas

algumas vezes pode ser obtida mediante uma transformação de Box e Cox

(1964) da variável resposta. Como isto não necessariamente ocorre, é conve-

niente fazer uma análise com modelagem expĺıcita da variância, por exemplo,

como foi introduzido por Harvey (1976). O modelo proposto foi dado por

Y = µ+ ϵ, onde µ = Xβ, (6.1)
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com uma regressão para a variância observacional Var(ϵi) = σ2
i ,

g(σ2
i ) = z

′

iγ, i = 1, ..., n, (6.2)

onde γ′ = (γ1, ..., γs) é o vetor de coeficientes da regressão da variância e

z
′
i = (zi1, ..., zis) e o vetor de covariáveis ou de variáveis explicativas da

variância, onde zi1 = 1, em geral, e definido para o intercepto no modelo

da variância. Os vetores zi1’s podem conter alguns ou todas as variáveis em

xi = (xi1, ..., xip) e outras variáveis não inclúıdas em xi. A função g é geral-

mente a função logaritmo natural. No Caṕıtulo 3, este modelo foi estudado

sob as metodologias clássica e Bayesiana.

Quando ϵi e ϵj, i ̸= j, não são independentes, então Var(ϵ) = Σ não é uma

matriz diagonal. E é necessário fazer uma análise com modelagem expĺıcita

dos elementos que não estão na diagonal da matriz de covariâncias. Mas,

usualmente, algumas restrições são usadas para garantir que a matriz de co-

variâncias seja definida positiva. Por exemplo, em processos estacionários

gaussianos estudados em Geoestatistica, a matriz de covariâncias é explici-

tamente modelada através de funções de correlação. Estas são modeladas

como uma função da distância euclidiana entre as unidades de observação.

Em adição, já que algumas propriedades são impostas nesta função pela es-

trutura espacial, unicamente funções de correlação pertencentes a famı́lias

espećıficas são utilizadas. Para maiores discussões, veja Diggle e Verbyla

(1998) e Stein (1999).

Pourahmadi (1999) mostra que a decomposição de Cholesky da matriz

de precisão ofrece uma reparametrização irrestrita da matriz de covariâncias,

que é facilmente interpretável estatisticamente. Esta tem interpretação es-

tat́ıstica em dados longitudinais através da consideração de modelos de an-

tidependência (Gabriel, 1962; Machiavelli e Arnold, 1994). Com esta repa-
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rameterização, os parâmetros da matriz de covariâncias podem ser modelados

como funções de variáveis explicativas.

Neste caṕıtulo, seguimos a estratégia de modelagem proposta por Pourah-

madi (1999), que é baseada na decomposição de Cholesky da matriz de pre-

cisão. A seção seguinte apresenta o modelo e revisa alguns tópicos de modelos

anti-dependência usados em nossa proposta de modelagem da matriz de co-

variâncias. A Seção 6.3 inclui alguns tópicos de dados longitudinais normais,

que podem ser ajustados como uma aplicação dos modelos descritos aqui. A

Seção 6.4 apresenta um resumo da abordagem clássica. A Seção 6.5 apresenta

a proposta Bayesiana baseada no método escore de Fisher para o algoritmo

MCMC usado para fazer inferência neste modelo. A Seção 6.6 apresenta a

simulação realizada para estudar a eficiência dos métodos propostos. A Seção

6.7 aplica a metodologia à análise de dados reais, originalmente reportados

por Kenward(1987) e analisados com estes modelos numa perspectiva clássica

por Pourahmadi (1999, 2000). A Seção 6.8 inclui algumas conclusões.

6.2 O modelo

Um requerimento para a análise é que a matriz de variâncias-covariâncias Σ

deverá ser definida positiva. Como, além disso, é desejável uma estrutura

de Σ que permita sua inversão numa forma eficiente, nós adotamos a mode-

lagem da matriz de variâncias-covariâncias sugerida por Pourahmadi (1999).

Considere o modelo de anti-dependência

Yi − µi =
i−1∑
j=1

ϕij(Yj − µj) + νi, νi ∼ N(0, σ2
i ), i = 1, ..., n, (6.3)
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onde E(Yi) = µi, νi ∼ N(0, σ2
i ) são mutuamente independentes e a notação∑0

j=1 zij = 0 é usada. Então, escrevendo (6.3) numa forma matricial, obtemos

ν = T (Y − µ), ν ∼ N(0, D) e D = diag(σ2
i ), (6.4)

onde ν ′ = (ν1, ..., νn), µ
′ = (µ1, ..., µn) e T = (tij), com

tij =


1 if j = i

−ϕij if j < i

0 para outros casos

e

Var(ν) = D = TVar(Y − µ)T
′
= TΣT

′
. (6.5)

Como consequência de (6.3) e de (6.5), Σ é obtida indiretamente a partir

de D e T . Note que a decomposição de Cholesky é única. Isto, também,

garante que Σ seja definida positiva já que uma matriz simétrica Σ é positiva

definida, se e somente se, existe uma única matriz triangular inferior T, com

1’s como elementos da diagonal principal, e uma única matriz diagonal D

com entradas diagonais positivas tais que TΣT
′
= D (Newton,1988, pg. 359;

Pourahmadi, 1999).

Assim, de (6.4)

Ỹ = (In − T )Ỹ + ν, (6.6)

onde Ỹ = Y − µ. Supondo que existe um vetor de variáveis explicativas (da

covariância) wij = (wij,1, ..., wij,r)
′
, podemos escrever

ϕij = w
′

ijλ, 1 ≤ i < j ≤ n, (6.7)

onde λ é o conjunto de parâmetros λ = (λ1, ..., λr)
′
. Dado que ϕij =

Σr
l=1wij,lλl, a matriz In − T pode ser escrita como uma combinação linear

In − T = λ1W1 + ...+ λrWr, (6.8)
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onde Wl = (wij,l), l = 1, ..., r, são matrizes n× n tais que wij,l = 0, if i ≤ j,

e wij,1 = 1, se i > j e l = 1, para obter um modelo com intercepto na co-

variância. Observe-se que não existe uma estrutura particular imposta em

Σ através de T ou D. Por exemplo, não existem elementos particulares de

ϕij iguais a zero. Nesta forma, a matriz de covariância segue uma estrutura

de dependência. Estruturas particulares podem ser impostas em T , por ex-

emplo, fazendo algumas de suas entradas ϕij’s com i < j iguais a 0. Isto

é possivel mediante uma escolha apropriada das matrizes de covariáveis Wl,

l = 1, ..., r.

Como uma consequência de (6.6) e (6.8), o modelo (6.3) pode ser expresso

na forma

Ỹ = λ1W1Ỹ + ...+ λrWrỸ + ν

= λ1V1 + ...+ λrVr + ν

= V λ+ ν, (6.9)

onde ν ∼ N(0, D) e V = (V1, ..., Vr) com Vl = WlỸ , para l = 1, ..., r. Observe

que para valores fixos de β, o modelo Ỹ ∼ N(V λ,D) é obtido.

Dado que ϕij pode ser modelado como em (6.7) e que g(σ2
i ) pode ser

modelado em termos de covariáveis como em (6.2), resumimos o modelo

global para a média µ e as matrizes T e D por

h(µi) = x
′

iβ, g(σ2
i ) = z

′

iγ, h(ϕij) = w
′

ijλ,

para algumas funções apropriadas h, g e f . Aqui xi, zi, wij são vetores de

variáveis explicativas p× 1, s× 1 e r× 1, respectivamente, e β = (β1, ..., βp)
′,

γ = (γ1, ..., γs)
′ e λ = (λ1, ..., λr) são os parâmetros correspondentes à média,

variância e covariância.
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6.3 Dados longitudinais

Na Seção 6.2 uma única série de observações Y = (y1, ..., yn) é considerada.

Assumimos agora em vez de uma única série de observações, várias séries de

observações associadas com unidades independentes de observação. Explici-

tamente, consideramosm vetores aleatórios independentes Yi = (Yi1, ....., YiNi
)
′
,

i = 1, ...,m com média µi = (µi1, ..., µiNi
)
′
e matriz de variância-covariância

Σi = T
′
iD

−1
i Ti, como descrito na Seção 6.2. Em resumo, temos que

Y = (Y1, ....., Ym)
′ ∼ N(µ,Σ),

onde µ = (µ
′
1, ..., µ

′
m)

′
e Σ = diag(Σi), i = 1, ...,m.

Para modelar a média e a matriz de covariância, como na Seção 6.2,

consideramos o modelo autorregressivo

ν = T (Y − µ) ∼ N(0, D),

onde D = Var(ϵ) = TΣT
′
, T = diag(Ti) e D = diag(Di). A estrutura bloco

diagonal de T e D em estudos de dados longitudinais segue da hipótese

de independência entre Yi, i = 1, ...m, e será usada para modelar dados

longitudinais reais na Seção 6.7.

6.4 Resumo da abordagem clássica

Dado que Y ∼ N(µ,Σ), Σ−1 = T
′
D−1T e que |Σ| = |T ||D||T ′| = |D|, o

logaritmo da verosimilhança é dado por

−2ℓ(β, λ, γ|Y ) = log |D|+ (Y − µ)Σ−1(Y − µ)
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= Σn
t=1 log(σ

2
t ) + (Ỹ − V λ)

′
D−1(Ỹ − V λ)

= Σn
t=1 log(σ

2
t ) +

n∑
t=1

(ỹt − V
′
t λ)

2

σ2
t

,

onde V = (V1, ..., Vn) e Vt = Σt−1
i=1wt,iỹi.

A função escore tem componentes

∂ℓ(θ)

∂β
= X

′
Σ−1(Y −Xβ),

∂ℓ(θ)

∂λ
= V

′
D−1(Ỹ − V λ) e

∂ℓ(θ)

∂γi
=

1

2
Σn

t=1zti(1−
1

σ2
t

(ỹt − v
′

tλ)
2), i = 1, ..., r. (6.10)

As duas primeiras equações em (6.10) são lineares em β e γ, respectivamente.

Fazendo estas iguais a zero, obtemos

β̂ = β̂(Σ) = (X
′
Σ−1X)−1(X

′
Σ−1Y ), (6.11)

λ̂ = λ̂(β,D) = (V
′
D−1V )−1(V

′
D−1Ỹ ),

onde λ̂ = λ̂(β,D) representa um estimador de λ, supondo β e D conhecidos.

Por outro lado, denota-se por Iβ, Iγ, Iλ os blocos da matriz de informação

correspondentes aos parâmetros β, γ e λ, respectivamente, e por Iβγ e Iλγ, os

blocos da matriz de de informação correspondentes aos pares de parâmetros

(β, γ) e (λ, γ), respectivamente. Logo,
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Iβ = −E
(∂2ℓ(θ)

∂β∂β′

)
= X

′
Σ−1X,

Iλ = −E
(∂2ℓ(θ)

∂λ∂λ′

)
= V

′
D−1V,

Iγ = −E
(∂2ℓ(θ)

∂γ∂γ′

)
=

1

2
Z

′
Z,

Iβλ = −E
(∂ℓ2(θ)
∂λ∂β

)
= −X

′(∂Σ−1

∂λ

)
E(Y −Xβ) = 0,

Iβγ = −E
(∂2ℓ(θ)

∂γ∂β

)
= −X

′(∂Σ−1

∂γ

)
E(Y −Xβ) = 0,

Iλγ ̸= 0,

Iγγ = 1
2
Z ′Z, pois

E(
∂2ℓ(θ)

∂λiγj

)
=

1

2
Σn

t=1ztiztjE
[(ỹt − v

′
tλ)

2

σ2
t

]
=

1

2
Σn

t=1ztiztj.

Ainda, Iλγ ̸= 0, já que

E
(∂ℓ2(θ)
∂λlγj

)
= E

{
Σn

t=1zt,j
[ 1
σ2
t

(ỹt − V
′

t λ)
]
Vt,l

}
,

onde Vt =
∑t−1

i=1 wt,iỹi, e Vt,l =
∑t−1

i=1 wt,i,lỹi. Então, temos que

E
( ∂2ℓ(θ)

∂λl∂λj

)
= E

{
Σn

t=1zt,j
[ 1
σ2
t

(ỹt − V
′

t λ)
]
Vt,l

}
= E

[
Σn

t=1zt,j(
1

σ2
Σt−1

k=1wt,k,lỹkỹt)− (Σt−1
k=1wt,k,lỹk)(Σ

t−1
k=1wt,kỹkλ)

]
= E

[
Σn

t=1zt,j
( 1

σ2
t

Σt−1
k=1wt,k,lỹtỹk

)]
− E

[(
Σt−1

k=1wt,k,lỸk

)(
Σt−1

k=1ϕt,kỹk
)]

= Σn
t=1zt,j

( 1

σ2
t

Σt−1
k=1wt,k,lσt,k − Σt−1

k=1Σ
t−1
i=1σk,iwt,i,lϕt,i

)
= Σn

t=1zt,j
[ 1
σ2
t

Σt−1
k=1(σt,k − Σt−1

k=1σk,iϕt,i)wt,i,l

]
.
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Dado que Iβλ = Iβγ = 0, a matriz de informação de Fisher é uma matriz

bloco diagonal, na qual o bloco Iβ corresponde à matriz de informação de

β e o outro bloco formado por Iλ,Iλγ, Iγλ, Iγ, à matriz de informação de

γ e λ. Assim, os parâmetros podem ser estimados mediante um processo

iterativo alternado onde, dado λ(k) e γ(k), β pode ser atualizado usando a

equação (6.11) e, dado o valor corrente de β, (γ , λ) pode ser atualizado

com o algoritmo de escore de Fisher, solucionando as equações que resultam

em fazer as duas últimas expresões de (6.10) iguais a zero. O algoritmo

pode ser formulado como um algoritmo sucessivo alternado entre β e (γ ,

λ) e inicializado com valores de β e λ estimados por mı́nimos quadrados e

γ = (γ1, 0, ..., 0) γ1 ̸= 0.

Um algoritmo para obter as estimativas de máxima verossimilhança dos

parâmetros dos modelos de média e variância é como segue:

1. Forneça valores iniciais λ = 0, e γ = (γ1, 0, ..., 0).

2. Estime o valor inicial de β usando (6.11).

3. Atualize α = (λ, γ), solucionando as equações ∂ℓ(θ)
∂λ

= 0 e ∂ℓ(θ)
∂γ

= 0

usando o método escore de Fisher.

4. Compute Σ e atualize β usando (6.11).

5. Repita os passos 3 e 4 até convergência nas estimativas de β.

Por simplicidade, nesta seção, considerou-se um único vetor de observações

independentes Y = (y1, ..., yn), mas poderia ter sido considerado vários ve-

tores de observações (Y1, ..., Ym) como em Pourahmadi (2000), sem ter mu-

danças significativas nos desenvolvimentos teóricos, nêm no algoritmo pro-

posto para obter as estimativas de máxima verossimilhança. O algoritmo it-

erativo proposto por Pourahmadi (2000) para obter as estimativas de máxima
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verossi-

milhança de β, γ e λ usando o método escore de Fisher é como segue:

1. Dê um valor inicial β̃ para β.

2. Compute S = m−1Σm
i=1(Yi −Xiβ̃)(Yi −Xiβ̃) e seus fatores T̃ e D̃ para

ser-rem usados como valores iniciais no passo seguinte .

3. Compute α̃ = (λ̃, γ̃)
′
como uma solução das equações ∂ℓ(θ)

∂λ
= 0 e ∂ℓ(θ)

∂γ
=

0, usando o método iterativo escore de Fisher. Obtida a convergência,

compute D(λ̃), T (γ̃) e Σ̃−1 = T (γ̃)D−1(λ̃)T (γ̃).

4. Atualize β̃ usando

β̂ = (Σm
i=1XiΣ̃

−1Xi)
−1Σm

i=1XiΣ̃
−1Yi.

5. Pare o processo se β̂ ∼= β̃ e tome β̂ como a estimativa de β. As esti-

mativas de α, T,D e Σ são dadas por α̂ = α̃, T̂ = T (γ̃), D̂ = D(λ̃) e

Σ̂ = Σ̃. Caso contrário, repita os passos 2-4 substituindo β̃ por β̂.

6.5 Abordagem Bayesiana

Assumindo o modelo observacional Y = (Y1, ..., Yn)
′ ∼ N(µ,Σ), onde µ de-

pende de β através de (6.1) e Σ depende de γ e λ através de (6.2) e de (6.7),

a função de verossimilhança é dada por

L(β ,γ ,λ|Y) ∝ |D|−1/2 exp
{
−1

2
(Y − µ)

′
Σ−1(Y − µ)

}
, (6.12)

pois que |Σ| = |T ′ | |D| |T | = |D|.

Agora, uma distribuição a priori p(θ) para θ = (β, γ, λ)
′
deve ser especi-

ficada para obter a distribuição a posteriori. Por simplicidade assumimos
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como θ ∼ N(θ0,Σ0), onde θ0 = (b0, g0, l0)
′. Um modelo posśıvel para Σ0 é de

forma bloco diagonal, implicando independência a priori entre β, γ e λ. Em

cada um dos casos, as distribuições a priori condicionais completas para β,

γ e λ são dadas pelas distribuições normais, denotadas por N(b, B), N(g,G)

e N(l, L), respectivamente. Os valores de (b, g, l) e (B,G,L) são facilmente

avaliados, como no Caṕıtulo 3, a partir de θ0 e Σ0.

A partir do teorema de Bayes, a distribuição a posteriori para θ é dada

por

π(β, γ, λ) ∝ |D|−1/2 exp
{
−1

2
(Y−Xβ)′Σ−1(Y−Xβ)− 1

2
(θ−θ0)

′
Σ−1

0 (θ−θ0)
}
.

(6.13)

A distribuição a posteriori (6.13) é intratável analiticamente e não é fácil

amostrar dela. Mas, pode-se demostrar, novamente como no Caṕıtulo 2, que

a distribuição condicional completa a posteriori πβ = π(β|γ, λ) é dada por:

π(β|γ, λ) ∝ exp
{
−1

2
(Y−Xβ)

′
Σ−1(Y−Xβ)− 1

2
(β − b)

′
B−1(β − b)

}
,

∝ exp
{
−1

2
(β − b∗)

′
B∗−1(β − b∗)

}
,

onde b∗ = B∗(B−1b+X
′
Σ−1Y ) e B∗ = (B−1+X

′
Σ−1X)−1. Desta forma, πβ

é uma distibuição normal com média b∗ e matriz da variâncias-covariâncias

B∗. Isto é,

(β|γ, λ, Y ) ∼ N(b∗, B∗). (6.14)

Neste caso, é posśıvel amostrar β diretamente de πβ. Valores de β podem

ser propostos diretamente de πβ e aceitos com probabilidade 1. Isto é Gibbs

sampler (Geman and Geman, 1984).

A forma quadrática Q(Y ) = (Y −µ)
′
Σ−1(Y −µ). que aparece na verossi-

milhança pode ser escrita como

Q(Y ) = Ỹ ′T ′D−1T Ỹ = (Ỹ − V λ)′D−1(Ỹ − V λ)
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Desta forma, de (6.12) e levando-se em conta (6.9), a distribuição condicional

πλ = π(λ|β, γ) é dada por

π(λ|β, γ) ∝ exp
{
−1

2
(Ỹ − V λ)

′
D−1(Ỹ − V λ)− 1

2
(λ− l)

′
L−1(λ− l)

}
,

∝ exp
{
−1

2
(λ− l∗)

′
L∗−1(λ− l∗)

}
,

onde l∗ = L∗(L−1l + V
′
D−1Ỹ ) e L∗ = (L−1 + V

′
D−1V )−1. Desta forma, πλ

é uma distribuição normal com média l∗ e matriz da variâncias-covariâncias

L∗. Assim,

(λ|β, γ, Y ) ∼ N(l∗, L∗). (6.15)

Valores de λ podem ser propostos diretamente de π(λ, |β, γ) e aceitos com

probabilidade 1.

Ao contrário às distribuições condicionais πβ e πλ, a distribuição condi-

cional πγ, π(γ|β, λ), dada por

π(γ|λ) ∝ |D|−1/2 exp
{
−1

2
(Ỹ − V λ)

′
D−1(Ỹ − V λ)− 1

2
(γ − g)

′
G−1(γ − g)

}
,

(6.16)

é intratável analiticamente e não é facil gerar amostras dela. Neste caso,

temos que construir uma proposta apropriada para aplicação do algoritmo

de Metropolis-Hastings. Para tal fim, usamos a metodologia proposta no

Caṕıtulo 3 para modelar heterogeneidade da variância em modelos de regressão

normal para variáveis independentes.

O algoritmo requer variáveis de trabalho para aproximar transformações

das observações em torno dos valores correntes das estimativas dos parâmetros.

Nas iterações de γ, β e λ são consideradas fixas em seus valores correntes β(c)

e λ(c) e dado (6.9), procedendo como no Caṕıtulo 3, o modelo observacional
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de trabalho é

ti = (Ỹ
(c)
i − v

(c)′

i λ(c))2 ∼ σ2
i χ

2
1, para i = 1, ..., n,

onde Ỹ (c) = Y − Xβ(c) e v
(c)
i é a i-ésima linha de V (c). As observações

ti tem média E(ti) = σ2
i e variância Var(ti) = 2σ4

i , respectivamente, e são

relacionadas aos parâmetros de regressão γ através do modelo g[E(ti)] = z′iγ.

Dada a diferenciabilidade de g,

g(ti) ≃ g[E(ti)] + g′[E(ti)][ti − E(ti)] = t̃i.

Esta aproximação de g é a variável de trabalho que resulta do algoritmo

escore de Fisher. Denotando esta variável de trabalho por t̃, temos que:

Var[g(ti)] ≃ Var(t̃i) = Var{g[E(ti)] + g′[E(ti)][ti − E(ti)]

= g′[E(ti)]
2Var(ti).

Em consequência, se β(c) e γ(c) são os valores correntes de β e γ, as

observações de trabalho são

t̃i = z′iγ
(c) + g′(g−1(z′iγ

(c)))[(Ỹ
(c)
i − v

(c)′

i λ(c))2 − g−1(z′iγ
(c))]

que tem variância

V ar(t̃i) = [g′(g−1(z′iγ
(c)))]2V ar(ti)

= 2[g′(g−1(z′iγ
(c)))g−1(z′iγ

(c))]2.

Quando g = log, a expressão anterior se simplifica e as observações de

trabalho se simplificam para

t̃i = z′iγ
(c) +

(Ỹ
(c)
i − v

(c)′

i λ(c))2

exp(z′iγ
(c))

− 1, i = 1, ..., n,
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que tem variância associada igual a 2. O núcleo de transição normal qγ

baseado no método escore de Fisher é obtido como a distribuição a posteriori

que resulta da combinação da distribuição normal a priori γ|β, λ ∼ N(g,G)

com o modelo observacional t̃i ∼ N(z
′
iγ, 2), i = 1, ..., n. Isto é,

qγ(γ
(c), γ(n)) = N(g∗, G∗), (6.17)

onde

g∗ = G∗(G−1g + 2−1Z ′Ỹ ),

G∗ = (G−1 + 2−1Z ′Z)−1.

Esta idéia foi introduzida por Gamerman (1997b) para definir uma pro-

posta geral de amostragem baseada no algoritmo escore de Fisher, para fazer

inferência Bayesiana em modelos lineares generalizados.

Dadas as caracteristicas das distribuições condicionais não amostraremos

todas as componentes do vetor θ = (β, γ, λ)
′
simultaneamente. Explicita-

mente, nós amostramos β e λ diretamente de suas condicionais completas e

γ da proposta descrita anteriormente.

O algoritmo MCMC seguinte pode ser usado para obter amostras da dis-

tribuição a posteriori:

1. Inicialize o contador de iterações da cadeia j=1 e dê os valores iniciais

(β(0), γ(0), λ(0))
′
.

2. Movimente o vetor β para um novo valor ϕβ gerado de (6.14).

3. Movimente o vetor λ para um novo valor ϕλ gerado de(6.15).

4. Proponha um novo valor ϕγ para γ gerado do núcleo proposto (6.17).
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5. Calcule a probabilidade de aceitação do movimento α(γ(j−1), ϕγ). Se o

movimento é aceito, então γ(j) = ϕγ . Se não é aceito, então γ
(j) = γ(j−1).

6. Mude o contador de j para j+1 e volte ao passo 2 até convergência.

6.6 Estudo de simulação

Um estudo de simulação foi conduzido para examinar quão similares são

as estimativas dos parâmetros dos modelos comparadas com os valores cor-

respondentes dos parâmetros. Inicialmente, simulamos n = 50 valores de 5

variáveis explicativas Xi, para i = 1, 2, 3, eWi, para i = 1, 2. As variáveis X1,

X2 e X3 foram geradas das distribuições U [0, 50], U [5, 15] e U [0, 20], respec-

tivamente, e os valores (abaixo da diagonal) das variáveis explicativas Wi,

para i = 1, 2, foram simulados das distribuições U [0, 20] e U [5, 15]. Os valores

de Y foram simulados de uma distribuição normal multivariada com média

µi = β1 + β2x1i + β3x2i e matriz de covariâncias Σ = T−1D(T
′
)−1, onde D =

diag(σ2
i ), T = (−ϕij), log σ

2
i = γ1+γ2x1i+γ3x3i e ϕij = λ1+λ2wij,1+λ3wij,2.

Os valores dos parâmetros foram β = (20, 3,−1.5)′, γ = (−8, 0.09, 0.1)′ e

λ = (−0.5, 0.04,−0.02)′. A distribuição a priori usada foi θ ∼ N(0, 103I9). A

Figura 6.1 mostra o comportamento da cadeia amostral para cada parâmetro.

Todas elas com um estado transiente pequeno, indicando uma rápida con-

vergência do algoritmo. Os resultados reportados nesta seção são baseados

numa amostra de 4,000 pontos depois dos primeiros 1,000.
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Figura 6.1: Comportamento da cadeia amostral para cada um dos parâmetros

do estudo de simulação, com n = 50. Parâmetros do modelo da média: (a)

β0, (b) β1, (c) β2. Parâmetros do modelo da variância: (d) γ0, (e) γ1, (f)

γ2. Parâmetros do modelo de antidependência: (g) λ0, (h) λ1, (i) λ2.

A Tabela 6.1 apresenta os valores da média e o desvio padrão a posteriori

para os parâmetros dos modelos da média, da variância e da covariância.
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Tabela 6.1

modelo parâmetros valores reais estimativas d.p.

β0 20 20.025 0.050

média β1 3 2.999 0.0017

β2 −1.5 −1.500 0.0069

λ0 −0.50 −0.5000 0.0066

covariância λ1 0.04 0.0398 0.0010

λ2 −0.02 −0.0200 0.0001

γ0 −8 −7.143 0.763

variância γ1 0.09 0.068 0.015

γ2 0.10 0.056 0.041

A Figura 6.2 mostra os histogramas da distribuções marginais a posteriori

para cada um dos parâmetros. Os histogramas parecem mostrar que estas

distribuições são aproximadamente normais.

A Tabela 6.2 apresenta a correlação a posteriori entre as estimativas dos

parâmetros. Em geral, o intercepto dos modelos da variância e covariância

tem alta correlação com os parâmetros da média. Os outros parâmetros

mostram uma pequena, mas não despreźıvel correlação, ‘a exceção da alta

correlação entre λ2 e (β1, β2). A figura 6.3 mostra uma amostra da posteriori

para cada par de parâmetros (γ, λ). Esta basicamente confirma as conclusões

baseadas na tabela da correlação a posteriori.
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Figura 6.2: Histogramas da distribuição marginal a posteriori no estudo

de simulação. Parâmetros do modelo da média: (a) β0, (b) β1, (c) β2.

Parâmetros do modelo da variância: (d) γ0, (e) γ1, (f) γ2. Parâmetros do

modelo de antidependência: (g) λ0, (h) λ1, (i) λ2.

Tabela 6.2

β0 β1 β2 γ0 γ1 γ2 λ0 λ1 λ2

β0 1

β1 0.05 1

β2 −0.77 −0.68 1

γ0 0.03 −0.54 0.32 1

γ1 -0.06 0.22 −0.09 −0.73 1

γ2 −0.12 0.21 −0.04 −0.70 0.28 1

λ0 0.08 0.59 −0.44 −0.33 0.15 0.09 1

λ1 0.06 −0.21 0.09 0.07 −0.00 −0.05 0.59 1

λ2 −0.38 −0.77 0.77 0.47 −0.17 −0.17 −0.69 −0.21 1
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Figura 6.3: Amostra da distribuição a posteriori para cada par de parâmetros

no estudo de simulação.

6.7 Aplicação

O experimento reportado por Kenward (1987) é baseado em peso de gado

alocado aleatoriamente a dois grupos de tratamentos A e B. Seus pesos foram
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recoletados para estudar os efeitos de tratamentos de parasitas intestinais.

30 animais receberam tratamento A e outros 30 receberam tratamento B.

Estes foram pesados n=11 vezes num peŕıodo de 133 dias; as primeiras 10

medições de cada animal foram feitas com um intervalo de duas semanas e

a última uma semana depois. O tempo em que foram feitas as medições foi

registrado como t = 1, 2, ..., 10, 10.5.

Para o grupo com tratamento A com n = 30 animais, Pourahmady (1999)

mostra que uma covariância estacionária não é apropriada para a análise

destes dados e apresenta plots que revelam que os parâmetros do modelo au-

toregressivo e os parâmetros da variância (variância de inovação) são funções

cúbicas do tempo. Ele considera o modelo saturado para a média com n=11

parâmetros, isto é, µ′ = (µ1, ..., µ11). Ele também, modela a matriz de co-

variâncias Σ através de polinômios cúbicos

log σ2
t = γ0 + γ1t+ γ2t

2 + γ3t
3,

ϕtj = λ0 + λ1(t− j) + λ2(t− j)2 + λ3(t− j)3.

Este modelo foi ajustado com priori não informativa para θ. A dis-

tribuição a posteriori para a média é resumida na Figura 6.4. As estimativas

e o desvio padrão a posteriori para os parâmetros dos modelos da variância

e a covariância são dadas na Tabela 6.3. A Figura 6.5 mostra a distribuição

do logaritmo das variâncias contra tempo e a compara contra o logaritmo

da variância reportada por Pourahmadi (1999, Tabela 6.1). As estimativas

a posteriori para a variância mostram uma concordância razoável com os

valores amostrais dados neste artigo, mas não quando são comparados com

os valores ajustados obtidos por Pourahmadi (2000).
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Figura 6.4: Inferência a posteriori para a média: média (linha cont́ınua),

intervalos de credibilidade 80% (linha segmentada) e 95% (pontos). A média

amostral para cada um dos tempos corresponde à estimação da média para

o modelo saturado e é, também, mostrada com pontos.

Tabela 6.3

modelo parâmetros A. Bayesiana A. clássica

média d.p. média d.p.

γ0 5.073 0.523 3.52 2.020× 10−4

variância γ1 −0.686 0.369 -1.41 2.222× 10−3

γ2 0.112 0.069 0.30 2.222× 10−3

γ3 −5.685× 10−3 3.687× 10−3 -0.85 2.222× 10−3

λ0 −0.167× 10−3 1.417× 10−3 0.18 3.333× 10−7

covariância λ1 0.433 0.025 -1.71 1.150× 10−4

λ2 −0.133 0.009 1.64 3.616× 10−4

λ3 9.536× 10−3 0.787× 10−3 -1.11 7.480× 10−4
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Tabela 6.4

modelo parâmetros estimativas d.p.

β0 213.520 1.811

média β1 13.769 0.958

β2 0.658 0.217

β3 −0.106 0.015

γ∗
0 5.535 0.242

variância γ∗
1 −1.051 0.236

γ∗
2 0.208 0.059

γ∗
3 −0.012 0.004

λ0 9.8× 10−5 8× 10−4

covariância λ1 0.445 0.025

λ2 −0.142 0.010

λ3 0.011 9× 10−4

A partir da forma dos valores estimados µ no modelo saturado, um

polinômio cúbico no tempo para µt = β0 + β1(t− 1) + β2(t− 1)2 + β3(t− 1)3

pode ser ajustado. Como antes, um polinômio de forma cúbica para σ2
t foi

tomado como uma função de t ao invés de t−1 com coeficientes γ∗
l . A Tabela

6.4 apresenta a média e os desvios padrão a posteriori para os parâmetros

dos modelos da média, variância e covariância. As estimativas nesta tabela

mostram que as distribuições marginais a posteriori de todos os coeficientes

de regressão estão significativamente longe de zero, como é antecipado na

análise exploratória de Pourahmadi (1999). Estas, também, são similares

às estimativas obtidas a partir do modelo saturado para a média. Os ter-

mos cúbicos nos modelos da variância-covariância são claramente relevantes,

concordando com o que foi obtido por Pourahmadi (2000). A Tabela 6.5

mostra o ajuste das variâncias através da diagonal principal e estimativas
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dos parâmetros autoregressivos abaixo da diagonal principal. A Figura 6.5

mostra os logaritmos das variâncias obtidos com este modelo e confirmam

resultados similares aos obtidos com o modelo saturado para a média.

Tabela 6.5: Variância e parâmetros autoregressivos

5.54

0.31 4.68

0.41 0.31 4.17

0.34 0.41 0.31 3.92

0.18 0.34 0.41 0.31 3.87

-0.01 0.18 0.34 0.41 0.31 3.94

-0.16 -0.01 0.18 0.34 0.41 0.31 4.06

-0.22 -0.16 -0.01 0.18 0.34 0.41 0.31 4.15

-0.13 -0.22 -0.16 -0.01 0.18 0.34 0.41 0.31 4.14

0.19 -0.13 -0.22 -0.16 -0.01 0.18 0.34 0.41 0.31 3.96

0.45 0.19 -0.13 -0.22 -0.16 -0.01 0.18 0.34 0.41 0.31 3.77

6.8 Extensões

A metodologia deste caṕıtulo pode ser estendida considerando m variáveis

aleatória não independentes Ni-dimensional Yi = (Yi1, ..., Yi2), i = 1, ...,m

tais que

Y = (Y1, ..., YNi
)
′ ∼ N(µ,Σ),

onde as dimensões N ′
is dos Y ′

i s são aleatórias. A média e a covariância po-

dem ser modeladas como anteriormente e as dimensões podem ser modeladas

mediante uma distribuição discreta com parâmetros definidos como funções

de variáveis explicativas (Barnhart, Kosinski e Sampson, 1999).
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Existem outras extensões relacionadas com os tópicos tratados neste caṕıtulo.

Apresentamos algumas que constituem além de um complemento teórico im-

portante, um apoio didático ao estudo da estat́ıstica. Pode-se aplicar os algo-

ritmos propostos em estudos com dados reais. Especificamente, é necessária

a aplicação do algoritmo proposto na Seção 6.4 para ajustar modelos de

regressão para a modelagem da média e da matriz de covariâncias, e sua

comparação com o algoritmo proposto por Pourahmadi (2000).
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Figura 6.5: Estimativa da média para o logaritmo da variância de inovação:

Modelo saturado para a média (linha cont́ınua) e estimativa amostral (pon-

tos).
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Figura 6.6: Inferência a posteriori para a variância de inovação: média (linha

cont́ınua), intervalos de credibilidade 80% (linha segmentada) e 95% (linha

segmentada com pontos).
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Caṕıtulo 7

Modelos hierárquicos

7.1 Introdução

No Caṕıtulo 4, consideramos m vetores aleatórios normais, N dimensionais,

com média µi = (µi1, ..., µiN) e variância Σ. Neste caṕıtulo, a matriz de

covariâncias foi modelada usando o fato de que Σ é definida positiva e que,

em consequência, existe uma matriz triangular inferior T , com 1′s na diagonal

principal, e uma matriz diagonal D com entradas positivas únicas tais que,

T
′
ΣT = D. A média foi modelada com uma estrutura de regressão µ = Xβ,

onde X corresponde à matriz de observações e β ao vetor de parâmetros.

Neste caṕıtulo, fazemos uma proposta para a modelagem de dados re-

sultantes de medições repetidas onde a relação entre a resposta e as co-

variáveis tem uma estrutura de regressão linear considerando uma estrutura

hierárquica, com ênfase particular em dois ńıveis de variabilidade, por sim-

plicidade de apresentação.

A estrutura do modelo considerado tem propriedades desejáveis: não e-

xiste o requerimento de se ter o mesmo número de observações para todos os

indiv́ıduos, e os parâmetros individuais tem uma interpretação natural que
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é relevante para os objetivos do estudo, e sua estimação pode ser usada para

a análise das diversas aplicações posśıveis.

Este caṕıtulo é proposto baseado na exposição de modelos lineares hierár-

quicos feita por Davidian e Giltinan (1995). A Seção 7.2 contém as especi-

ficações clássica e Bayesiana do modelo. A Seção 7.3 apresenta a estimação

dos efeitos quando a estrutura da variância é conhecida. A Seção 7.4 apre-

senta uma forma de estimação das componentes da variância e a Seção 7.5

apresenta inferência Bayesiana de efeitos, se a estrutura da variância é co-

nhecida. A Seção 7.6 apresenta a estimação emṕırica das componentes da

variância. A Seção 7.7 contém uma especificação Bayesiana de modelos li-

neares hierárquicos com modelagem das matrizes de variâncias-covariâncias

intra-individual e uma apresentação do processo de estimação dos parâmetros

de interesse.

7.2 Especificação do modelo

7.2.1 Especificação clássica do modelo

Seja Yi um vetor aleatório, ni × 1, para a i-ésima unidade individual, i =

1, ...,m; β um vetor p × 1 de parâmetros e Xi a matriz de planejamento,

ni × p que liga β com a média de Yi. Seja bi um vetor k × 1 de efeitos

individuais não conhecidos e Zi a matriz de planejamento, ni × k, que liga bi

com a média de Yi. Para medições de variáveis normais multivariadas, Laird

e Were (1982) propõem, baseados nas idéias introduzidas por Harvile (1977),

o seguinte modelo:

Estado 1. Para cada unidade individual i,
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Yi = Xiβ + Zibi + ϵi, i = 1, ...,m, (7.1)

onde ϵi tem distribuição N(0, Ri). Aqui Ri é uma matriz ni × ni de co-

variâncias, definida positiva, que depende de i unicamente através da di-

mensão de Yi. Neste estado, β e bi são considerados fixos, e os ϵi têm com-

ponentes não independentes. De (7.1) tem-se

E(Yi|β, bi) = Xiβ + Zibi,

Cov(Yi|bi) = Ri.

Estado 2. Supõe-se que os bi têm distribuição N(0,D), que são indepen-

dentes de cada um dos outros e dos ϵi. Sob estas hipóteses, obtemos

E(Yi) = E(E(Yi|bi)) = E(Xiβ + Zibi) = Xiβ,

Cov(Yi) = E{Cov(Yi|bi)}+ Cov(E(Yi|bi))

= Ri + Zi DZ
′

i .

Assim, sob a hipótese de normalidade e independência para bi e ϵi, in-

condicionalmente, Yi é independente e normalmente distribúıdo com média

Xiβ e matriz de covariâncias Σi = Ri + Z
′
iDZi, i = 1, ...,m.

7.2.2 Especificação Bayesiana do modelo

Como temos visto na interpretação clássica do modelo (7.1), β é um parâmetro

não conhecido, Xi e Zi são as matrizes de planejamento, conhecidas, e ϵi um

vetor aleatório não conhecido. Na interpretação Bayesiana, a distribuição

de ϵi, que caracteriza a variação intra-individual é, algumas vezes, referida
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como a distribuição amostral. Variação em β e bi é acomodada nos ńıveis

hierárquicos do seguinte esquema.

Estado 1. (Variação intra-individual)

Yi = Xiβ + Zibi + ϵi, ϵi ∼ N(0, Ri)

Estado 2. (Variação inter-individual)

bi ∼ N(0,D)

Estado 3. (distribuição hiperpriori)

β ∼ N(βo, H), D−1 ∼ Wishart, R−1
i ∼ Wishart.

Os parâmetros βo, H e as distribuições Wishart para D−1 e R−1 são assu-

midas conhecidas (Harvile, 1977). Uma escolha conveniente é H−1 = 0. A

escolha de uma distribuição a priori normal ou Wishart é um exemplo do uso

de uma priori conjugada.

Nas duas especificações, tem-se interesse de fazer inferência sobre os

parâmetros de efeito fixo β, os efeitos aleatórios bi, e as componentes da

covariância, Ri, i = 1, ...m, e D.

7.3 Estimação de efeitos se a estrutura da

variância é conhecida

A distribuição marginal de Yi é N(Xiβ,Σi), onde Σi = Ri+ZiDZ
′
i . No caso

onde Ri e D são conhecidas, inferências acerca de β e bi pode ser feita na

verossimilhança marginal. Um modelo conjunto para os m indiv́ıduos pode

ser escrito como

Y = Xβ + Zb+ ϵ,
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onde Y = (Y1, ..., Ym), b = (b1, ..., bm), X = (X1, ..., Xm) e ϵ = (ϵ1, ..., ϵm).

Em consequência, Y tem distribuição marginal normal, com E(Y ) = Xβ e

Σ = Var(Y ) = R + ZD̃Z
′
, onde R = diag(R1, ..., Rm), D̃ = diag(D, ...,D) e

Σ = diag(Σ1, ...,Σm). Dados D̃ e R,

L(β, b|D̃, R, Y ) ∝ 1

|D̃| 12
exp(−1

2
b
′
D̃

−1
b)

1

|R| 12
exp(−1

2
(Y −Xβ − Zb)

′
R−1.

×(Y −Xβ − Zb)) (7.2)

Assim, a estimação de β e b é obtida minimizando

ℓ = log |D̃|+ b
′
D̃

−1
b+ log(|R|) + (Y −Xβ − Zb)

′
R−1(Y −Xβ − Zb).

Derivando ℓ com relação a β e b, e igualando a zero, obtém-se o seguinte

sistema de equações: X
′
R−1X X

′
R−1Z

Z
′
R−1X Z

′
R−1Z + D̃


 β̂

b̂

 =

 X
′
R−1Y

Z
′
R−1Y

 .

Solucionando este sistema de equações para β e b, e usando as identidades

matriciais

R−1 −R−1Z(Z
′
R−1Z + D̃

−1
)−1Z

′
R−1 = (R + ZD̃Z

′
)−1

(D̃
−1

+ ZD̃Z
′
)−1ZR−1 = D̃Z ′Σ−1, (7.3)

obtém-se as estimativas de máxima verossimilhança de β e b,

β̂ = (X
′
Σ−1X)−1X

′
Σ−1Y,

b̂ = DZ
′
Σ−1(Y −Xβ̂) (7.4)
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que têm erros padrão

Cov(β̂) = E[(β̂ − E(β̂))(β̂ − E(β̂))
′
]

= (X
′
Σ−1X)−1X

′
Σ−1E[(Y − E(Y ))(Y − E(Y ))]Σ−1X(X

′
Σ−1X)−1

= (X
′
Σ−1X)−1 = (Σm

i=1X
′

iΣ
−1
i Xi)

−1.

(7.5)

Dada a primeira equação de (7.4)

Cov(Y −Xβ̂) = (I −X(X
′
Σ−1X)−1X

′
Σ−1)

×Cov(Y )(I − Σ−1X(X
′
Σ−1X)−1X

′
)

= (Σ−X(X
′
Σ−1X)−1X

′
(I − Σ−1X(X

′
Σ−1X)−1X

′
)

= Σ−X(X
′
Σ−1X)−1X

′

= Σ−X(Σm
i=1X

′

iΣ
−1
i Xi)

−1X
′
.

Com este resultado, a partir da segunda equação de (7.4),

Cov(b̂) = DZ
′

iΣ
−1Cov(Y −Xβ̂)Σ−1ZiD

= DZ
′

i [I − Σ−1Xi(Σ
m
i=1X

′

iΣ
−1
i Xi)

−1X
′

i)]Σ
−1
i ZiD. (7.6)

A expresão (7.6) não é usada para determinar o erro de estimação de bi,

pois ignora a variação de bi. Ao invés disso, usa-se

Cov(b̂i − bi) = D−D(Z
′

iΣ
−1
i Zi)D

+ DZ
′

iΣ
−1
i Xi(Σ

m
i=1X

′

iΣ
−1
i Xi)

−1X
′

iΣ
−1
i ZiD.
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Se não são conhecidos D e Ri, i = 1, ...,m, e natural estimar β e b, usando

(7.4) com substitução de Σ e D por Σ̂, e D̂.

7.4 Estimação das componentes da variância

7.4.1 Especificação hierárquica que usa um ponto de

massa como priori para β

Considerando a especificação hierárquica que usa um ponto de massa como

priori para β:

y|β, b ∼ N(Xβ + Zb,R),

b ∼ N(0,D), (7.7)

obtemos a função de verossimilhança para β, R e D̃, fazendo integração em

b:

L(β, D̃, R|Y ) =
∫

L(b, β, D̃, R|Y )db,

onde

L(b, β, D̃, R|Y ) =
1

(2π)n/2|R|1/2

× exp [− 1

2
{Y − (Xβ + Zb)}′

R−1{Y − (Xβ + Zb)}]

× 1

(2π)km/2|D̃|1/2
× exp (− 1

2
b
′
D̃

−1
b) (7.8)

=
1

(2π)n/2|R|1/2
× 1

(2π)km/2|D̃|1/2

× exp [− 1

2
(Y −Xβ)

′
R−1(Y −Xβ)]

−1

2
b
′
(D̃

−1
+ Z

′
R−1Z)b+ b

′
Z

′
R−1(Y −Xβ)].
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Escrevendo A = D̃
−1

+ Z
′
R−1Z, completando quadrados no expoente e

usando a identidade

R−1 −R−1ZA−1Z
′
R−1 = (ZD̃Z

′
+R)−1 = Σ−1,

obtemos

L(b, β, D̃, R|Y ) =
1

(2π)n/2|R|1/2
× 1

(2π)km/2|D̃|1/2

× exp [− 1

2
(Y −Xβ)

′
R−1(Y −Xβ)− 1

2
d

′
Ad

−1

2
(Y −Xβ)

′
R−1ZA−1Z

′
R−1(Y −Xβ)]

=
1

(2π)n/2|R|1/2
× 1

(2π)km/2|D̃|1/2

× exp [− 1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)−−1

2
(d

′
Ad)],

onde d = b− A−1Z
′
R−1(y −Xβ).

Dado que ∫
exp [− 1

2
(d

′
Ad)]db = (2π)km/2|A|−1,

L(β, D̃, R|y) =
1

(2π)n/2|R|1/2|D̃|1/2|A|1/2

× exp [− 1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)]

=
1

(2π)n/2|Σ|1/2|

× exp [− 1

2
(Y −Xβ)

′
Σ−1(Y −Xβ)]

usando a identidade |R||D̃||A| = |Σ|.

Assim, a estimação de máxima verosimilhança de R e D̃ pode ser consi-

derada como uma estimação onde β é considerado como uma constante não

conhecida e b é integrado de acordo com a hierarquia (7.7).
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7.4.2 Especificação hierárquica que usa priori não in-

formativa para β

Considere o modelo hierárquico

Y |β, b ∼ N(Xβ + Zb,R)

β ∼ não infor(−∞,∞)

b ∼ N(0,D).

Substituindo com o resultado da integral
∫
L(b, β, D̃, R|y)db obtida na

Seção 7.4.1, a funcão de verossimilhança marginal

L(D̃, R|y) =
∫ ∫

L(b, β, D̃, R|y)dbdβ

iguala

L(D̃, R|y) =
∫ 1

(2π)n/2|Σ|1/2
exp [− 1

2
(y −Xβ)

′
R−1(y −Xβ)]dβ.

O expoente nesta expressão pode ser escrito

(Y −Xβ)
′
Σ−1(Y −Xβ) = Y

′{Σ−1 − Σ−1X(X
′
Σ−1X)−1X

′
Σ−1}Y

+(β − β̂)(X
′
Σ−1X)−1(β − β̂).

Dado que β̂ = X(X
′
Σ−1X)−1X

′
Y integrando sobre β, obtém-se

L(D̃, R|y) =
(2π)p/2|X ′

Σ−1X|− 1
2

(2π)n/2|Σ|1/2
× exp [− 1

2
(Y

′
PvY )],
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onde Pv = Σ−1 − Σ−1X(X
′
Σ−1X)−1X

′
Σ−1.

Assim, iferência relativa às matrizes D e Ri, i = 1, ...,m, pode ser feita

na verosimilhança marginal L(D̃, R|Y ).

7.5 Inferência Bayesiana de efeitos se a estru-

tura da variância é conhecida

1. Estimação de β. A distribuição a posteriori é dada por

πβ(β|Y ) =

∫
p(Y |β, b)pβ(β)pb(b)db∫ ∫
p(Y |β, b)pβ(β)pb(b)dbd, β

onde

Y |β, b ∼ N(Xβ + Zb,R), β ∼ N(βo, H), b ∼ N(0, D̃).

Para maior facilidade se considera que não existe dependência entre as

matrizes de dispersão. Sob uma estrutura hierárquica
β

b

Y

 ∼ N




βo

0km

Xβo

 ,


H 0p×km HX

′

0km×p D̃ D̃Z
′

XH ZD̃ XHX
′
+ ZD̃Z

′
+R



 ,

onde 0km e 0p×km são (km×1) e (p×km) matrizes de zeros, repectivamente.

Em consequência,

V (β|Y ) = H −HX
′
(XHX

′
+ ZD̃Z

′
+R)−1XH

= (H−1 +X
′
(ZD̃Z

′
+R)−1X)−1

= (H−1 +X
′
Σ−1X)−1.
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Como resultado da aplicação da primeira equação de (7.3), com R−1 = H,

obtém-se a identidade

−HX
′
(XHX

′
+ZD̃Z

′
+R)−1XH = (H−1+X

′
Σ−1X)−1(I−(H−1+X

′
Σ−1X)H),

que em forma simplificada é igual a

HX
′
(XHX

′
+ ZD̃Z

′
+R)−1 = −(H−1 +X

′
Σ−1X)−1X

′
Σ−1.

Esta última identidade é usada em continuação para determinar E(β|Y ).

Temos,

E(β|Y ) = βo −HX
′
(XHX

′
+ ZD̃Z

′
+R)−1(Y −Xβo)

= βo −HX
′
(XHX

′
+ ZD̃Z

′
+R)−1Xβo

−HX
′
(XHX

′
+ ZD̃Z

′
+R)−1Y

= (H +HX
′
(XHX

′
+ ZD̃Z

′
+R)−1XHH−1βo

−HX
′
(XHX

′
+ ZD̃Z

′
+R)−1Y

= (H−1 +X
′
Σ−1X)−1H−1βo + (H−1 +X

′
Σ−1X)−1(X

′
Σ−1Y

= (H−1 +X
′
Σ−1X)−1(X−1Σ−1Y +H−1βo).

Com variância dada por

Cov(E(β|Y )) = C−1(X
′
Σ−1X)C−1,

onde C = X
′
Σ−1X + H−1. No caso em que uma priori não informativa é

escolhida para β, H−1 = 0,

E(β|Y ) = (X
′
Σ−1X)−1XΣ−1Y,

Cov{E(β|Y )} = (X
′
Σ−1X)−1.
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Estimação de b. Da mesma forma que fizemos para β, se pode derivar a

distribuição conjunta de b dado Y a partir da distribuição conjunta de β, b

e Y . Ela é normal multivariada com média

E(b|Y ) = (Z
′
LZ + D̃)−1Z

′
L(Y −Xβo),

onde L = (R +XHX
′
)−1, e matriz de dispersão

Cov(b|Y ) = (Z
′
LZ + D̃)−1.

7.6 Estimação emṕırica das componentes da

variância

As quantidades E(β|Y ), cov(β|y) e E(b|Y ) envolvem parâmetros não ob-

servados relativos ás covariâncias D̃ e R. Uma especificação Bayesiana re-

quer especificar distribuições a priori para D e R e, então, integrar sobre

os parâmetros. Uma estratégia simples é substituir por estimações pontuais

paraD e R, para avaliar E(β|y) E(b|y). Esta estratégia é chamada estimação

emṕırica Bayesiana, e no contexto de modelos hierárquicos é aplicada aos

efeitos aleatórios.

7.7 Um exemplo de abordagem Bayesiana

7.7.1 Especificação do modelo

Esta seção propõe uma metodologia Bayesiana para o ajuste de modelos

hierárquicos com modelagem da variância intra-individual. Aqui, conside-

ramos, uma vez mais, a especificação Bayesiana do modelo dada na Seção 2.2,

incluindo uma modificação no estado 3, já que as matrizes de covariâncias
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Ri, i = 1, ...,m, serão modeladas segundo a proposta feita por Pourahmadi

(1999).

Para cada Ri existe uma única matriz triangular inferior Ti, com 1′s como

entradas diagonais, e uma única matriz diagonal Di, com entradas positivas,

tais que TiR
−1
i Ti = Di. Dado que Ri depende de i unicamente através da

dimensão de Yi, então Ti e Di dependem de i unicamente atervés da dimensão

de Yi. Se para cada entrada ϕijl, 1 ≤ l < j ≤ ni, da matriz Ti, i = 1, ...,m,

existe um vetor de variáveis explicativas wjl = (wjl,1, ..., wjl,r)
′
, podemos

considerar os modelos

ϕi,jl = w
′

jlλ (7.9)

para a modelagem de Ti, sendo λ = (λ1, ..., λr) o vetor de parâmetros corre-

spondente.

Para a modelagem de Di, procedendo como na Seção 5.2, obtém-se os

modelos Ỹi ∼ N(Viλ,Di), para i=1,...,m. Assim, os elementos σ2
i,j da diagonal

principal de Di podem ser modelados como

g(σ2
i,j) = z̃

′

jγ, i = 1, ...,m, (7.10)

onde z̃j = (z̃j,1, ..., z̃j,s) é o vetor de variáveis explicativas e γi = (γ1, ..., γs) o

vetor de parâmetros correspondente. g é uma função de ligação apropriada.

Usualmente, temos considerado g como sendo a função exponencial.

Levando em conta as observações anteriores e considerando Yi, Xi, β, bi

definidas como na Seção 2.1, consideramos o modelo global

Estado 1. (Variação intra-individual)

Yi = Xiβ + Zibi + ϵi, ϵi ∼ N(0, Ri),

129



h(ϕi,jl) = w
′

jlλ,

g(σ2
i,j) = z̃

′

jγ.

Estado 2. (Variação inter-individual)

bi ∼ N(0,D).

Estado 3. (distribuição hiperpriori)

β ∼ N(βo, H), D−1 ∼ Wishart, λ ∼ N(λ0, L0), γ0 ∼ N(γ0, G0)

para funções apropriadas h e g, onde Xi, Zi, wjl e z̃j, são matrizes ni × p,

ni × k, ri × 1 e si × 1 de variáveis explicativas. β, λ, γ, i = 1, ...,m, são os

parâmetros correspondentes à média, variâncias e covariâncias, e bi o vetor

de efeitos aleatórios.

7.7.2 Amostragem dos efeitos dada a estrutura da variância

Na Seção 5, observa-se que β e b podem ser amostrados diretamente. β pode

ser amostrado da distribuição a posteriori

(β|Y, b,Σ,D) ∼ N(β∗, B∗), (7.11)

com

β∗ = B∗(H−1β0 +X
′
Σ−1Y ),

B∗ = (H−1 +X
′
Σ−1X)−1,

onde βo eH são conhecidos, determinados pela distribuição a priori (β|b,Σ, D) ∼

N(β0, H). Da mesma forma, b pode ser amostrado da distribuição normal

multivariada
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(b|Y, β,Σ,D) ∼ N(b∗, B∗), (7.12)

onde

b∗ = B∗ZL(Y −Xβ0),

L = (R +XHX
′
),

B∗ = (Z
′
LZ + D̃)−1.

Nos dois casos os valores propostos a partir de (7.11) e (7.12) são aceitos com

probabilidade 1. Isto é, a amostragem de Gibbs (Geman e Geman, 1984).

7.7.3 Amostragem dos parâmetros na modelagem da

covariância intra-individual Ri

Nesta seção, a metodologia aplicada no Caṕıtulo 5 para a modelagem da

matriz de variâncias-covariância, é proposta para a modelagem das matrizes

Ri, i = 1, 2, ...,m.

Nesta seção consideramos que: (i) para cada i, os efeitos β, b, a matriz de

variâncias-covariâncias, D, e R−i = {R1, ..., Ri−1, Ri+1, ..., Rm} são conheci-

dos. (ii) Ri é modelada através dos modelos (7.9) e (7.10) como é proposto

por Pourahmadi (1999). Sob estas hipóteses de (2) segue-se

π(λ|R−i, Di′s, β, b,D, Yi) ∝ 1

|Di|1/2
exp

{
− 1

2

[
Yi − (Xiβ + Zibi)

]′
T

′

iD
−1
i Ti

×
[
Yi − (Xiβ + Zibi)

]}
=

1

|Di|1/2
exp

[
− 1

2
(Ỹi − Viλ)

′
D−1

i (Ỹi − Viλ)
]
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onde Ỹi = Yi − Xiβ − Zibi e Vi = (Vi1, ..., Vir) com Vij = Wi,jỸi e Wi,j

j = 1, ..., r matrizes ni × ni de variáveis explicativas que não dependem

de i, definidas como no Caṕıtulo 5. Então, dada uma distribuição normal

com média l0 e variância L0, como distribuição a priori para λ, resulta a

distribuição a posteriori

π(λ|R−i, Di′s, β, b,D, Yi) ∝ exp
[
− 1

2
(Ỹi − Viλ)

′
D−1

i (Ỹi − Viλ)

−1

2
(λi − l0)

′
L−1
0 (λ− l0)

]
= exp

[
− 1

2
(λ− l∗i )

′
L∗−1
i (λ− l∗i )

]
.

Isto é, procedendo como no Caṕıtulo 3, que

π(λ|R−i, Di′s, β, b,D, Yi) ∼ N(l∗i , L
∗
i ), (7.13)

com

l∗i = L∗
i (L

−1
0 l0 +W

′

iD
−1
i Ỹi),

L∗
i = (L−1

0 +W
′

iD
−1
i Wi)

−1.

Em consequência, para R−i, Di′s, β, b,D, Yi conhecidos, valores de λi po-

dem ser propostos diretamente de (7.13) e aceitos com probabilidade 1.

Faz-se agora uma proposta para a amostragem dos parâmetros γ. Dada

uma distribuição normal com média γ0 e variância G0 como a priori para γ,

a distribuição condicional completa a posteriori de γ, dados os parâmetros

D−i, Ri′s, β, b,D, Yi, é especificada como
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πγ ∝ 1

|Di|
1
2

exp
{
−1

2
(Ỹi −Wiλ)

′
D−1

i (Ỹi −Wλ)− 1

2
(γ−γ0)

′
G−1

0 (γ0)
}
,(7.14)

que é intratável analiticamente. Para se obter uma amostra a posteriori de

λ, temos que construir uma proposta, pois não é fácil gerar a partir dela.

Procedendo como nos caṕıtulos anteriores, para amostrar γ dados outros

parâmetros, o algoritmo requer variáveis de trabalho para aproximar trans-

formações das observações em torno dos valores estimados dos parâmetros.

Na interação de γ, os outros parâmetros são fixados nos valores correntes e

dado (7.8) o modelo observacional é

t̃i,j = z̃′jγ
(c)
i + g′(g−1(z′jγ

(c)))
[
(Ỹ

(c)
i − (v

(c)
ij )

′
λ(c))2 − g−1

i (z̃′jγ
(c))
]
,

para j = 1, ..., ni. Esta variável observacional tem E( ˜ti,j) = z̃jγ
(c) e variância

Var(t̃i,j) = 2
[
g′(g−1(z̃′jγ

(c)))g−1(z̃′jγ
(c)
i )

]2
.

Quando g = log, a expressão anterior se simplifica e o vetor de observações

de trabalho é Ỹi = (Ỹi1, ..., Ỹini
), com

t̃i,j = z′jγ
(c) +

(Ỹ
(c)
ij − (v

(c)
ij )

′
λ(c))2

exp(z̃′jγ
(c))

− 1, i = 1, ...,m

que tem variância igual a 2. Como antes, o núcleo de transição qγ baseado

no método escore de Fisher obtido é

qγ = N(γ∗
i , G

∗
i ),
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onde

γ∗
i = G∗

i (G
−1γ0 + 2−1Z̃ ′

iỸi),

G∗
i = (G−1

0 + 2−1Z̃ ′
iZ̃i)

−1,

com os valores γ0 e G0 dados pela distribuição a priori

(γ|D−i, Ri′s, β, b,D, Yi) ∼ N(g0, G0).

7.7.4 Amostragem da matriz de covariâncias

interindividual

Dado que a matriz de variâncias-covariâncias D = Cov(bi) é definida posi-

tiva, poderia ser modelada da mesma forma que Ri, mediante a aplicação de

modelos auto-regressivos. Mas, a partir da função de verossimilhança (7.2),

da Seção 3, e baseados em Box e Tiao (1973), temos que

L(D|b, β, Ri|Y ) ∝ Πm
u=1|D|−

1
2 exp(−1

2
b
′

uD
−1bu)

= Πm
u=1|D|−

1
2 exp(−1

2
tr (D−1Su)),

onde S é uma matriz simétrica k×k com entradas sij = buibuj. Então dada a

distribuição a priori D−1 ∼ Wk(B
−1, q), a distribuição a posteriori π de D−1

é

π(D−1) = |D|−
m
2 exp

[
− 1

2
tr(D−1Σn

i=1Su)
]
|D|−

1
2
q+1 exp

[
− 1

2
tr(D−1B)

]
= |D|−

1
2
(m+q)+1 exp(−1

2
tr(D−1(B + Σn

i=1Su)). (7.15)

Assim, D−1 pode ser amostrado diretamente de uma distribuição Wishart

com parâmetros B + Σn
i=1Su e m+ q.
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A partir dos resultados anteriores pode ser proposto um algoritmo para o

ajuste do modelo especificado na Seção 7.1, onde em cada interação, inicial-

mente é amostrado β da distribuição (7.11). A seguir obtém-se uma amostra

de b a partir de (7.12). Logo, para i = 1, ...,m, e a partir das distribuições

(7.13) e (7.14), obtém-se γi e λi. E Finalmente, a partir de (7.15), calcula-se

uma amostra da matriz de variâncias- covariâncias inter-individuais.
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Caṕıtulo 8

Conclusões e perspectivas

8.1 Conclusões

1. Na modelagem de parâmetros ortogonais como regressões nas distribuições

normal e gama, é posśıvel considerar o processo de ajuste de máxima

verossimilhança usando o método de escore de Fisher como um processo

iterativo de ajuste por mı́nimos quadrados ponderados. Esta com-

paração pode ser explicitada na modelagem da média e do parâmetro

de dispersão na classe de distribuições exponencial biparamétrica estu-

dada por Dey, Gelfand e Peng (1997).

2. O algoritmo sucessivo relaxado proposto por Aitkin (1987) para o

ajuste de modelos de regressão propostos para a média e a variância de

observações normalmente distribúıdas, pode ser aplicado para a mode-

lagem de parâmetros ortogonais na famı́lia exponencial biparamétrica

definida por Dey, Gelfand e Peng (1997).

3. As simulações e os exemplos dados no caṕıtulo 3, mostraram a eficiência

da metodologia Bayesiana proposta na modelagem da heterogeneidade
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da variância na análise de regressão normal. No estudo de simulação, as

estimativas são muito próximas dos valores reais dos parâmetros, e na

aplicação obtém-se estimativas que não diferem muito das estimativas

de máxima verossimilhança. Isto indica que esta formulação fornece

uma metodologia que pode ser aplicada em muitos outros estudos.

4. A metodologia proposta no Caṕıtulo 3 pode ser estendida para o ajuste

de modelos de regressão propostos para a modelagem de parâmetros

na famı́lia exponencial biparamétrica.

5. As simulações e os exemplos dados no Caṕıtulo 4 mostram a eficiência

da metodologia proposta. No caso da modelagem de parâmetros não or-

togonais, como média e variância na distribuição gama, essa metodolo-

gia tem a vantagem de permitir uma amostragem por blocos. Um

bloco conformado pelos parâmetros do modelo da média e outro pelos

parâmetros do modelo de variância. Isto poderia ser importante no

caso onde o número de parâmetros em cada um dos modelos é grande.

6. A metodologia proposta no Caṕıtulo 4 pode ser estendida com faci-

lidade para a modelagem de outras distribuições. Esta metodologia

apresenta a vantagem de ter uma forma simples de construir a variável

de trabalho necessária na construção da proposta em que todos os casos

corresponde a uma expressão matematicamente simples.

7. As metodologias consideradas nos caṕıtulos 3 e 4, podem ser estendidas

para o estudo de modelos normais não lineares e propostos para o

estudo de modelos não lineares em outras distribuições.

8. A metodologia Bayesiana apresentada para a modelagem da média e

da matriz de covariâncias das observações com distribuição normal tem
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mostrado eficiência. O estudo de simulação foi conduzido com uma

amostra pequena, mas as estimativas foram próximas aos valores reais

dos parâmetros. A aplicação mostrou concordância com os resultados

encontrados por Pourahmadi (1999).

8.2 Perspectivas

Múltiplas extensões das metodologias propostas podem ser desenvolvidas.

Uma delas consiste na aplicação destas metodologias na análise estat́ıstica

com dados reais, obtidos da observação de variáveis com distribuição na

famı́lia exponencial biparamétrica. Incluindo aplicações de modelos lineares,

não lineares e hierárquicos.

Aplicação das metodologias propostas para a modelagem de parâmetros

de distribuições que não pertencem à famı́lia exponencial de distribuições.

Por exemplo, como foi proposto, a função de distribuição de Neyman tipo A.

Outra extensão a considerar está no contexto de modelos hierárquicos,

como uma extensão de modelos não lineares. O modelo hierárquico não linear

é definido como no caso linear, em dois estados. No estado 1, assume-se que,

para cada indiv́ıduo i, a j-ésima resposta segue o modelo

yij = f(xij, βi) + ϵij,

onde ϵij é uma quantidade aleatória relacionada com a incerteza da resposta,

tal que E(ϵij βi) = 0.

Este modelo descreve a variação sistemática e aleatória associadas com

o i-ésimo indiv́ıduo. A variação sistemática é caracterizada pela a função f ,

enquanto a variação aleatória é representada pelo vetor ϵi, com componentes

ϵij.

Para completar a descrição intra-individual é feita a hipótese:
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ϵi|βi ∼ N(0, Ri).

Outras distribuições são posśıveis.

No estado 2, a variação inter-individual é descrita como uma função de um

conjunto de caracteŕısticas individuais ai, o conjunto de parâmetros β é um

vetor de efeitos aleatórios bi, independentes e identicamente distribúıdos, com

bi ∼ (0, D). Mais exatamente, a variação inter-individual está caracterizada

por

βi = d(ai, β, bi), bi ∼ (0, D).

A extensão proposta consiste em modelar a matriz de variâncias-covariâncias

Ri como é proposto em Pourahmadi (1999, 2000). Incluindo modelos

h(ϕi,jl) = w′
jlλ e g(σ2

i,j),

definidos como na Seção 7.7.1, no primeiro estado, e distribuições a priori

em um terceiro estado, a abordagem metodológica proposta na Seção 7.7.2

pode ser aplicada para obter as estimativas dos parâmetros dos modelos da

matriz de variâncias-covariâncias.
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[1] Agresti, A. (1990). Categorical data analysis. John Wiley:New York.

[2] Aitkin, M. (1987). Modelling variance heterogeneity in Normal Regres-

sion using Glim. Applied Statistics, 36, 332-339.

[3] Barnhart, H., Kosinski, A. e Sampson A. (1999). A regression model for

multivariate random length data. Statistics in medicine,18, 199-211.

[4] Berger, J. O. e Bernardo, J. M (1992). On the development of reference

priors (with discussion), in Bayesian Statistics 4 (eds J. M. Bernardo et

al.), Oxford University Press, Oxford. pp. 35-60.

[5] Bernardo, J. M. (1979). Reference posterior distributions for Bayesian

inference (with discussion). Journal of the Royal Statistical Society, Se-

ries B, 41, 113-47

[6] Box, G. E. P. e Cox, D. R. (1964). An analysis of transformation (with

discussion). Journal of the Royal Statistical Society, Series B,26, 211-

252.

[7] Box G. E. P. e Tiao G. C. (1973). Bayesian Inference in statistical anal-

ysis. Addison-Wesley: Massachusetts.

140



[8] Cook, R. e Weisberg, S. (1983). Diagnostics for heteroscedasticity in

regression. Biometrika, 70, 1-10.

[9] Cordeiro, G. (1993). Bartlett corrections and bias correction for two

heteroscedastic regression models. Comunications in statistics, Theory

and methoods, 22, 169-188.

[10] Davidian, M e Giltinan, D. (1995). Nonlinear Models for repeated Mea-

surement Data. Chapman & Hall: London.

[11] Dey, D. K., Gelfand, A. E. e Peng, F. (1997). Overdispersed generalized

linear models. Journal of Statistical Planning and Inference, 64, 93-107.

[12] Diggle, P. e Verbyla, A. (1999). Nonparametric estimation of covariance

structure in longitudinal data. Biometrics, 54, 401-415.

[13] Gabriel,K.R. (1962). Ante-dependence analysis of and ordered set of

variables. Ann. Math. Statist., 33, 201-212.

[14] Gamerman, D. (1997a). Markov Chain Monte Carlo: Stochastic Simu-

lation for Bayesian Inference. Chapman & Hall: London.

[15] Gamerman, D. (1997b). Sampling from the posterior distribution in gen-

eralized linear mixed models. Statistics and Computing, 7, 57-68.

[16] Geman,S. e Geman, D. (1984). Stochastic relaxation, Gibbs distribu-

tions, and Bayesian restoration of images.IEEE Trans. on Pattern Anal-

ysis and Machine Intelligence, 6, 721-741.

[17] Green, P. (1995). Reversible jump Markov Chain Monte Carlo compu-

tation and Bayesian model determination. Biometrika, 82, 711-732.

141



[18] Goldstein, H. (1986). Multilevel mixed linear model analysis using iter-

ative generalized least squares. Biometrika, 73, 43-56.

[19] Harvey, A. (1974). Estimating regression models with multiplicative het-

eroscedasticity. Econometrica, 44, 461-465.

[20] Hastings, W. K. (1970). Monte Carlo sampling methods using Markov

Chains and their aplications. Biometrika, 57, 97-109.

[21] Jeffreys, A. (1961). The Theory of Probability. Cambrid University Press,

Cambridge.

[22] Johnson, N. e Kotz, S. (1969). Discrete Distributions. Houghton Mifflin

Company: Boston.

[23] Laird, N. M. e Ware, J. H. (1982). Random effects models for longitu-

dinal data. Biometrics, 38, 963-974.

[24] Macchiavelli, R.E. e Arnold, S. F. (1994). Variable order ante depen-

dence models. Commun. Statist. A, 23, 2683-2699

[25] McCullagh, P. e Nelder, J.A. (1992). Generalized Linear Models. Chap-

man&Hall: New York.

[26] Ryan T. A., Joiner, B. L. e Ryan, B. F. (1976). Minitab Student Hand-

book. North Scituate, Mass: Duxbury Press.

[27] Smyth, G. M. (1989). Generalized linear models with varying dispersion.

Journal of the Royal Statistical Society B, 51, 47-60.

[28] Pourahmadi, M. (1999). Joint mean-covariance models with applications

to longitudinal data: Unconstrained parameterization. Biometrika, 86,

667-690.

142



[29] Pourahmadi, M. (2000). Maximum likelihood estimation of generalised

linear models for multivariate normal covariance matrix. Biometrika,

87, 425-435.

[30] Stein, M. (1999). Interpolation of Spatial Data. Springer: New York.

[31] Zacks, S. (1971). The Theory of Statistical Inference. John Wiley: New

York.

143


