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Resumen

T́ıtulo: Modelo basado en LLMs para apoyar la toma de decisiones en el triaje

médico.

La creciente demanda en los servicios de urgencias y la necesidad de realizar procesos de

triaje eficientes, consistentes y alineados con criterios cĺınicos estructurados representan un

desaf́ıo para los sistemas de salud, particularmente en la estimación adecuada de los recursos

y en el apoyo al razonamiento cĺınico para la correcta priorización del paciente durante la

atención. En este contexto, el presente trabajo tuvo como objetivo desarrollar y evaluar un

sistema basado en agentes sustentado en modelos de lenguaje de gran escala (LLMs), integra-

do con un esquema de recuperación aumentada (RAG), orientado al apoyo en la estimación

de recursos y en la estructuración del razonamiento cĺınico para la priorización del paciente

bajo el protocolo de triaje Emergency Severity Index (ESI). Se diseñó una arquitectura h́ıbri-

da que combina generación de texto y recuperación contextual de información cĺınica, junto

con una estrategia de estructuración progresiva del prompt alineada con el flujo de decisión

del triaje. La evaluación se realizó mediante un enfoque técnico-cĺınico que incluyó métricas

computacionales de similitud semántica y fidelidad del sistema, junto con validación por un

médico con experiencia en triaje, considerando múltiples experimentos con dos variantes de

prompt y tres modelos de lenguaje. Los resultados evidencian mejoras en la coherencia del

razonamiento y una concordancia moderada con el criterio cĺınico, destacando el potencial

de estos sistemas como herramientas de apoyo en la toma de decisiones bajo supervisión

profesional.

Palabras clave: LLMs, RAG, triaje, ESI.
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Abstract

Title: LLM-based model to support decision-making in medical triage.

The growing demand on emergency services and the need for efficient, consistent triage pro-

cesses aligned with structured clinical criteria present a challenge for healthcare systems,

particularly in the accurate estimation of resources and in supporting clinical reasoning for

proper patient prioritization during care. In this context, this study aimed to develop and

evaluate an agent-based system supported by large-scale language models (LLMs), integrated

with an augmented retrieval scheme (RAG), designed to support resource estimation and the

structuring of clinical reasoning for patient prioritization under the Emergency Severity In-

dex (ESI) triage protocol. A hybrid architecture was designed that combines text generation

and contextual retrieval of clinical information, along with a progressive prompt structu-

ring strategy aligned with the triage decision flow. The evaluation was conducted using a

technical-clinical approach that included computational metrics of semantic similarity and

system fidelity, along with validation by a physician with triage experience, considering mul-

tiple experiments with two prompt variants and three language models. The results show

improvements in the coherence of reasoning and moderate agreement with clinical criteria,

highlighting the potential of these systems as support tools in decision-making under pro-

fessional supervision.

Keywords: LLMs, RAG, triage, ESI.
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1 Introducción

El triaje es un procedimiento de selección y clasificación de pacientes utilizado en los servicios

de urgencia; este se realiza mediante una valoración cĺınica rápida que permite determinar la

prioridad de atención que requiere cada uno, de acuerdo con su gravedad. Esta clasificación,

dividida en 5 niveles, debe fundamentarse en decisiones objetivas y estar respaldada por

algoritmos, que permitan al mismo tiempo ajustes por parte del profesional que lo realiza

[1]. Existen diversos sistemas de triaje implementados a nivel mundial; sin embargo, todos

comparten un objetivo común: brindar atención eficaz y priorizada a los pacientes, optimi-

zando el tiempo y el uso de recursos.

Este tipo de procesos médicos que requieren tomar una decisión como lo es el triaje involucran

la interpretación de datos complejos como imágenes o historias cĺınicas electrónicas, donde la

inteligencia artificial ha mostrado un gran potencial. Los LLMs (Modelos de lenguaje gran-

des, por sus siglas en ingles), entrenados con vastas cantidades de datos, han demostrado

una capacidad excepcional para comprender y generar lenguaje humano [2]. Su aplicación en

el ámbito médico promete revolucionar la forma en que se abordan los problemas de salud.

En el contexto del triaje, los LLMs podŕıan analizar de manera exhaustiva la información

cĺınica de los pacientes, identificar patrones y correlaciones, y generar recomendaciones de

clasificación más precisas y objetivas.

Sin embargo, los LLMs presentan limitaciones que deben ser consideradas, una de las más

relevantes es el fenómeno de las alucinaciones, en el cual el modelo genera respuestas que

no son veŕıdicas o que contienen información no factual [3]. En el ámbito médico, este pro-

blema adquiere una importancia cŕıtica, ya que una recomendación cĺınica incorrecta, un

diagnóstico erróneo o una interpretación imprecisa de resultados puede tener consecuencias

graves para la salud del paciente.

Para mitigar este fenómeno se han propuesto distintos enfoques. Uno de ellos consiste en

el uso de arquitecturas basadas en modelos multi-agentes. En este contexto, un agente se

entiende como un sistema computacional autónomo, capaz de percibir su entorno y actuar

sobre él de manera inteligente para alcanzar objetivos espećıficos [4]. Este enfoque descom-

pone una tarea compleja singular en múltiples subtareas manejables y las distribuye entre

múltiples agentes potenciados por LLMs, cada uno especializado para realizar una subtarea

espećıfica [5]. Por otra parte, también se han desarrollado técnicas como el RAG (Retrieval



1.1 Planteamiento del problema 3

Augmented Generation), que mejoran la precisión de las respuestas generadas al incorporar

contexto proveniente de bases de datos externas [6].

1.1. Planteamiento del problema

En la actualidad, los LLMs han demostrado una notable capacidad para procesar información

médica y, en algunos casos, incluso simular dinámicas propias de un entorno hospitalario [7]

[8]. Estas capacidades abren la posibilidad de explorar su aplicabilidad en distintos procesos

cĺınicos, como el triaje, que es una etapa cŕıtica en la gestión de pacientes en hospitales y

centros de salud.

El triaje consiste en la estratificación de los pacientes, que hace el personal médico en la

consulta de urgencias en hospitales y centros de salud para determinar la gravedad de la

condición de cada paciente y aśı priorizar la atención médica. Este proceso puede verse afec-

tado por múltiples factores, como la carga de trabajo del personal médico, la disponibilidad

de recursos y la subjetividad en la evaluación de śıntomas [9].

Los modelos basados en LLMs pueden apoyar la experiencia de los profesionales sanitarios

por su capacidad de analizar grandes cantidades de datos de pacientes, lo que les permite

identificar patrones y asociaciones que pueden ser indicativos de determinadas enfermedades

o afecciones, y pueden ofrecer información adicional para realizar un mejor diagnóstico. Sin

embargo, algunas soluciones que han intentado mejorar el triaje usando agentes son alta-

mente costosas por los gastos y dependencias del uso de modelos como GPT-4 [10], además

de las limitaciones que pueden tener estos modelos como el problema de las alucinaciones.

1.2. Justificación

El planteamiento de este proyecto está motivado en el mejoramiento del diagnóstico en el

triaje de los servicios de urgencias que se realiza en los centros de atención médica, lo que

redundaŕıa en mejoras para el paciente, el personal de salud y el sistema sanitario.

Uno de los desaf́ıos más importantes en la práctica médica es lograr una captura y un análisis

exhaustivo de la información obtenida durante las consultas. A menudo, detalles sutiles en

las conversaciones o en la descripción de los śıntomas pueden pasar desapercibidos, lo cual

podŕıa tener consecuencias significativas en el diagnóstico y tratamiento [9].

Es importante señalar como factor determinante el razonamiento cĺınico que debe poseer
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el personal sanitario que realiza el triaje. Ya que una clasificación errónea puede provocar

resultados cĺınicos deficientes, aśı como demoras en el diagnóstico y en el tratamiento para

los pacientes. Los errores de triaje pueden supra o infra clasificar al paciente, afectando la

calidad de atención tanto por el riesgo existente en la seguridad del paciente como por el uso

ineficiente de los recursos hospitalarios [11].

Adicionalmente, las soluciones planteadas por otros autores que usan modelos como GPT-4

implican desaf́ıos económicos significativos, por lo cual la propuesta es utilizar modelos me-

nos onerosos como Deepseek [12] o Llama [13]. Esta transición no solo democratiza el acceso

a herramientas de Inteligencia Artificial cĺınica, sino que asegura su sostenibilidad financiera

y operativa en ecosistemas de salud con recursos limitados.

1.3. Objetivos

Para dar solución a la problemática planteada y estructurar el desarrollo metodológico de

la investigación, se definieron metas precisas. A continuación, se detallan el objetivo general

y los objetivos espećıficos, acompañados de una śıntesis sobre cómo cada uno de ellos fue

abordado y cumplido a lo largo del proyecto:

Objetivo general: Desarrollar un modelo basado en LLMs que apoye la toma de decisiones

del proceso de triaje médico, en un entorno simulado.

Objetivos espećıficos:

1. Determinar los datos y parámetros requeridos para el proceso del triaje

médico: Se realizó el análisis del protocolo del Emergency Severity Index (ESI) y el

estudio de las bases de datos seleccionadas: MIETIC, y los casos estandarizados del

ESI Handbook. A partir de estas fuentes, se identificaron las variables esenciales para

la toma de decisiones en triaje y se definieron los parámetros operativos del modelo,

incluyendo la estructura de entrada y salida y las restricciones del prompt. Este proceso

permitió formalizar el procedimiento cĺınico en un esquema computacional adecuado

para su implementación con LLMs.

2. Construir un modelo de la arquitectura de los agentes basados en LLM

adaptado al proceso del triaje médico a partir de los datos seleccionados:

Este objetivo se materializó mediante el diseño e implementación de una arquitectura

h́ıbrida sustentada en agentes y Generación Aumentada por Recuperación (RAG). Se

integró un módulo de recuperación de contexto cĺınico con un modelo de lenguaje

guiado por un prompt estructurado bajo los criterios ESI. A través de iteraciones
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sistemáticas en el flujo de decisión, se orientó al sistema para generar un razonamiento

cĺınico coherente, capaz de estimar los recursos necesarios y emitir una priorización

alineada con las directrices del protocolo.

3. Evaluar el desempeño del modelo mediante métricas de calidad en decisio-

nes generadas: La evaluación se realizó aplicando el modelo a distintos casos cĺınicos

y analizando la coherencia del razonamiento generado. Se utilizaron métricas automáti-

cas para medir consistencia semántica y desempeño del componente de recuperación,

complementadas con una validación por parte de un médico con experiencia en triaje.

1.4. Estructura del documento

El presente documento se organiza de manera secuencial para guiar al lector desde la concep-

tualización teórica hasta la validación emṕırica del sistema propuesto. En el primer caṕıtulo

se desarrolla el marco teórico, incluyendo los fundamentos de los modelos de lenguaje, sus

limitaciones, las técnicas como RAG y los sistemas basados en agentes, y se presenta el con-

texto del triaje médico, donde se muestra una comparación de diversos sistemas existentes.

En el segundo caṕıtulo, se identifica las variables clave para la toma de decisiones y se llevó

a cabo el preprocesamiento de los datos provenientes de la base de datos MIETIC. El tercer

caṕıtulo describe la metodoloǵıa empleada para diseñar y construir el modelo propuesto.

Finalmente, el cuarto caṕıtulo expone los experimentos, los criterios de evaluación y los

resultados obtenidos.
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En este caṕıtulo se presentan los fundamentos conceptuales y tecnológicos que sustentan el

desarrollo de un sistema de triaje médico basado en Grandes Modelos de Lenguaje (LLM),

arquitecturas de agentes y técnicas de Generación Aumentada por Recuperación (RAG). Se

abordan los principios esenciales del Procesamiento de Lenguaje Natural (PLN), la evolución

de los modelos generativos y los mecanismos que permiten a los agentes autónomos coordinar

tareas, razonar y actuar sobre información cĺınica. Asimismo, se revisa el estado del arte en

sistemas de apoyo al triaje y en aplicaciones recientes de los LLMs en entornos médicos,

destacando enfoques, limitaciones y resultados relevantes para este trabajo.

2.1. Procesamiento de Lenguaje Natural y Grandes

Modelos de Lenguaje

El Procesamiento de Lenguaje Natural (PLN) es una rama de la inteligencia artificial que

estudia los métodos y técnicas necesarios para dotar a las computadoras de la capacidad

de comprender, interpretar y generar lenguaje humano [14, 15]. El objetivo fundamental de

esta disciplina es el desarrollo de algoritmos que permitan una manipulación precisa y natu-

ral de la información lingǘıstica, cerrando la brecha comunicativa entre humanos y máquinas.

Históricamente, su evolución ha transitado desde enfoques basados en reglas y métodos es-

tad́ısticos tradicionales hacia modelos neuronales profundos. Estos últimos, cada vez más

sofisticados, se destacan por su capacidad para capturar dependencias semánticas complejas

y relaciones contextuales de largo alcance en el texto [16].

Desde sus oŕıgenes, el Procesamiento de Lenguaje Natural (PLN) ha evolucionado a través

de distintos paradigmas que han redefinido la manera en que las máquinas interpretan el len-

guaje humano. En sus primeras décadas, el campo estuvo dominado por enfoques simbólicos

y basados en reglas [17, 18], donde lingüistas e ingenieros codificaban manualmente gramáti-

cas, diccionarios y estructuras lógicas. Estos componentes permit́ıan a los sistemas identificar

categoŕıas gramaticales o interpretar frases, pero solo bajo condiciones muy espećıficas y con-

troladas. Si bien estos métodos demostraron utilidad en dominios restringidos, su rigidez y

falta de robustez ante la inherente ambigüedad y variabilidad del lenguaje natural limitaron

severamente su escalabilidad [19, 20].
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Posteriormente, a finales del siglo XX y comienzos del XXI, el PLN experimentó un cam-

bio de paradigma significativo con la adopción masiva de métodos estad́ısticos y técnicas de

aprendizaje automático. Modelos como los n-gramas, los Modelos Ocultos de Markov (HMM)

y las Máquinas de Soporte Vectorial (SVM) permitieron aprender patrones probabiĺısticos

directamente de los datos, reduciendo la dependencia de reglas manuales y mejorando la

capacidad de generalización [21].

El siguiente gran avance llegó con la introducción de las Redes Neuronales profundas. Arqui-

tecturas como las Redes Neuronales Recurrentes (RNN) y las redes de Memoria a Corto y

Largo Plazo (LSTM) introdujeron mecanismos diseñados para manejar secuencias y depen-

dencias temporales complejas. Simultáneamente, el desarrollo de embeddings o incrustaciones

de palabras, como Word2Vec o GloVe, proporcionó representaciones vectoriales densas ca-

paces de capturar similitudes semánticas y sintácticas en un espacio continuo [22, 23] (ver

Figura 2-1).

Figura 2-1: Ĺınea de tiempo del NLP

Un cambio crucial que transformó el PLN y redefinió la forma en que los modelos procesan

el lenguaje fue la introducción de la arquitectura Transformer [24] . Gracias al mecanismo de

auto-atención, este enfoque superó las limitaciones de las redes recurrentes permitiendo no

solo capturar dependencias de largo alcance y comprender el contexto global del texto, sino

también paralelizar el procesamiento de los datos durante el entrenamiento (ver Figura 2-2).

A partir de esta arquitectura, se consolidaron los Grandes Modelos de Lenguaje (LLM).

Estos sistemas representan uno de los hitos más trascendentales en la inteligencia artificial

reciente. Al ser entrenados sobre corpus textuales masivos, los LLM han exhibido no solo

una notable fluidez y coherencia lingǘıstica, sino también capacidades emergentes para el ra-
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zonamiento y la adaptación a tareas diversas sin entrenamiento espećıfico previo (zero-shot

learning). Estas cualidades los han posicionado como componentes transversales y funda-

mentales en múltiples dominios de aplicación [25].

Un enfoque relevante que ha potenciado las capacidades inferenciales en los LLM es el Chain-

of-Thought prompting, el cual consiste en condicionar al modelo a articular expĺıcitamente

los pasos intermedios de su razonamiento antes de emitir una conclusión final. Esta estra-

tegia ha demostrado mejorar la coherencia lógica y el desempeño en tareas que requieren

análisis estructurado o toma de decisiones secuencial, al hacer expĺıcito el proceso inferencial

subyacente en la generación de la respuesta. [26]

Figura 2-2: Arquitectura de transformers

Si bien modelos como ELMo [27] fueron pioneros en introducir representaciones contex-

tuales profundas, fue la implementación de la arquitectura Transformer en modelos como

BERT [28] lo que estableció un nuevo estándar en la comprensión bidireccional del lenguaje.
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Posteriormente, la aparición de modelos autoregresivos de gran escala, ejemplificados por

GPT-3 [29], aceleró esta evolución demostrando que el incremento masivo en la cantidad de

parámetros y datos de entrenamiento resultaba en mejoras significativas en la coherencia y

capacidad de generalización. Estos avances consolidaron la premisa de que los LLM pueden

inferir patrones complejos y realizar razonamientos impĺıcitos sin depender de reglas manua-

les, impulsando su adopción en tareas cŕıticas como el análisis semántico y el soporte a la

toma de decisiones en sistemas avanzados.

A pesar de sus notables capacidades, los LLM presentan limitaciones inherentes que han

impulsado el desarrollo de enfoques complementarios. Entre las deficiencias más cŕıticas se

encuentran la estaticidad de su memoria paramétrica (limitada a la fecha de corte de su

entrenamiento), la propensión a generar información plausible pero factualmente incorrecta

(alucinaciones) y la carencia de mecanismos nativos para ejecutar interacciones continuas

orientadas a objetivos complejos.

Estas restricciones han motivado la aparición de arquitecturas h́ıbridas. Por un lado, la Gene-

ración Aumentada por Recuperación (RAG) [30] permite extender la competencia del modelo

integrando fuentes de información externas y actualizadas en tiempo real (ver Figura 2-3).

Por otro lado, el diseño de agentes autónomos basados en LLM dota a estos sistemas de facul-

tades para planificar, razonar sobre herramientas y ejecutar acciones en entornos dinámicos.

En los siguientes subcaṕıtulos se examinan ambos paradigmas, detallando cómo extienden

la funcionalidad de los modelos tradicionales para aplicaciones cŕıticas como el triaje médico.

2.2. Generación Aumentada por Recuperación (RAG)

El paradigma de Generación Aumentada por Recuperación (RAG) surge como una respues-

ta arquitectónica a la limitación de la memoria paramétrica estática de los LLM. Dado que

estos modelos no pueden acceder nativamente a datos fuera de su entrenamiento, RAG in-

troduce un mecanismo de recuperación que conecta el modelo generativo con una base de

conocimiento externa y dinámica.

El proceso se fundamenta en la búsqueda de segmentos documentales (o chunks) relevantes

mediante técnicas de similitud semántica en un espacio vectorial. Al inyectar estos frag-

mentos como contexto en la ventana de entrada del modelo, RAG reduce drásticamente la

probabilidad de alucinaciones y asegura que la generación de texto esté fundamentada en

evidencia verificable. Esta capacidad ha consolidado a RAG como una tecnoloǵıa para el

despliegue de sistemas de IA en dominios cŕıticos y entornos productivos.

Desde una perspectiva arquitectónica, el flujo de trabajo de un sistema RAG está compuesto
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por tres etapas fundamentales: el proceso de indexación (indexing), el mecanismo de recupe-

ración de información (retrieval) y el módulo de generación de respuestas (generation) (ver

Figura 2-3).

Figura 2-3: Estructura de RAG

La fase de indexación comienza con la ingesta y normalización de datos provenientes de fuen-

tes heterogéneas, los cuales son transformados a un formato de texto plano estandarizado.

Posteriormente, se aplica un proceso de segmentación o chunking, dividiendo el contenido

textual en bloques lógicos de tamaño controlado. Esta subdivisión es cŕıtica no solo para

ajustarse a las restricciones de la ventana de contexto de los LLM, sino también para opti-

mizar la granularidad y precisión de la recuperación. Finalmente, cada segmento es codificado

mediante un modelo de embeddings para generar una representación vectorial densa, la cual

es almacenada en una base de datos vectorial (Vector Store). Esta estructura indexada es la

que habilita la ejecución eficiente de búsquedas por similitud semántica en la etapa subsi-

guiente.

Durante la etapa de recuperación (retrieval), el sistema procesa la consulta del usuario y la

transforma en un vector utilizando estrictamente el mismo modelo de embeddings empleado

en la fase de indexación. Esto garantiza que tanto la pregunta como la base de conocimiento

compartan el mismo espacio vectorial latente. Posteriormente, se calculan las métricas de

similitud (usualmente Similitud del Coseno o Distancia Euclidiana) entre el vector de la

consulta y los vectores de los fragmentos almacenados, identificando aquellos que presentan
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mayor cercańıa semántica. Como resultado, se seleccionan los k fragmentos más relevantes,

los cuales son recuperados para servir como contexto adicional para el proceso de generación

subsiguiente.

Finalmente, en la etapa de generación, la consulta original y los segmentos recuperados se

consolidan en un prompt estructurado. Este contexto enriquecido es procesado por el LLM

para sintetizar una respuesta natural y coherente.

Mediante instrucciones de sistema (system prompts), es posible configurar el comportamien-

to del modelo para que limite sus respuestas únicamente al contenido de los documentos

recuperados, o para que combine dicha información con su conocimiento interno dependien-

do de los objetivos de la tarea.

Recientemente se han propuesto extensiones a la arquitectura básica de RAG con el fin de

mitigar limitaciones asociadas a una recuperación poco precisa o a una indexación deficiente.

Estas mejoras se enfocan principalmente en optimizar la calidad del contexto recuperado,

refinando los procesos de indexación, el uso de ventanas deslizantes para preservar conti-

nuidad semántica y la incorporación de metadatos que enriquecen la representación de los

documentos [6, 31].

Adicionalmente, se integran mecanismos de optimización post-recuperación, como el reor-

denamiento o re-ranking, orientados a filtrar y priorizar la información más relevante. Esto

contribuye decisivamente a proporcionar al modelo generativo un contexto preciso y estric-

tamente alineado con la intención de la consulta del usuario.

2.3. Agentes basados en LLMs

Los agentes impulsados por LLMs son sistemas de software autónomos diseñados para ejecu-

tar tareas espećıficas orientadas a un objetivo, combinando las capacidades de razonamiento

de los LLMs con herramientas externas o fuentes de información. A diferencia de los modelos

tradicionales —que operan reactivamente ante una instrucción aislada—, los agentes funcio-

nan dentro de un ciclo iterativo de percepción-acción. En este esquema, los agentes perciben

una entrada, razonan sobre información contextual, actúan utilizando herramientas (como

RAG, APIs, calculadoras o bases de datos) y, en algunos casos, se adaptan en función de la

retroalimentación [4]. Su autonomı́a es limitada, ya que funcionan de manera independiente,

pero únicamente dentro del alcance de una tarea o flujo de trabajo bien definido.

Estos agentes en general se distinguen funcionalmente por tres propiedades fundamentales:
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Autonomı́a: Tienen la capacidad de operar con mı́nima o nula intervención humana

una vez desplegados. Esta caracteŕıstica facilita su despliegue escalable en escenarios

donde la supervisión manual continua no es viable.

Especificidad de la tarea: Se diseñan para resolver problemas concretos y bien

delimitados dentro de un dominio espećıfico, lo que permite optimizar operaciones

repetibles. Esta delimitación permite optimizar operaciones repetibles y mejora la in-

terpretabilidad y fiabilidad del sistema, al restringir el vasto espacio de búsqueda del

modelo generativo a un contexto controlado.

Reactividad y adaptación: Poseen la capacidad de responder en tiempo real a en-

tradas dinámicas del entorno, como interacciones de usuarios o llamadas a servicios

externos (APIs). En algunos casos, incorporan mecanismos básicos de retroalimenta-

ción y actualización de contexto que les permiten ajustar su comportamiento de manera

progresiva.

2.4. Modelos y sistemas de triaje médico

El triaje médico es un proceso sistemático de evaluación, selección y clasificación de pacien-

tes que se aplica en los servicios de urgencias. Su objetivo es asignar un nivel de prioridad

de atención, basado en el grado de severidad cĺınica y en el riesgo potencial de deterioro del

paciente [32]. Este proceso se sustenta en una evaluación cĺınica rápida, guiada por protoco-

los estandarizados que buscan garantizar decisiones objetivas, reproducibles y eficientes en

contextos de alta demanda asistencial.

Los sistemas de triaje contemporáneos comparten un propósito esencial: optimizar la asigna-

ción de recursos asistenciales y reducir la morbilidad y mortalidad asociadas a retrasos en la

atención. Para lograrlo, jerarquizan a los pacientes de forma que aquellos con mayor riesgo

vital sean atendidos en primer lugar, mientras que los casos menos urgentes se mantienen

en observación o reevaluación continua hasta su atención [1].

A pesar de la claridad del objetivo de los sistemas de triaje, las exigencias actuales sobre

los servicios de urgencias han aumentado de manera significativa, impulsadas por el en-

vejecimiento poblacional y el incremento de la prevalencia de enfermedades crónicas. Esta

situación se ve agravada por la disminución del personal de salud disponible en diversos con-

textos que conlleva procesos de sobrecarga laboral asistenciales [33, 34]. Esta combinación

de factores ha generado una creciente preocupación respecto a la calidad de la atención y al

riesgo potencial de comprometer la seguridad del paciente.

En este contexto, el triaje constituye un proceso fundamental en la gestión de la atención en

urgencias y atención primaria. Bajo estas condiciones de alta presión asistencial, el triaje se
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erige como el mecanismo cŕıtico de regulación del flujo de pacientes en los servicios de urgen-

cias y atención primaria. En esta etapa, el equipo asistencial —conformado principalmente

por personal de enfermeŕıa y médicos— asume la responsabilidad de realizar una evalua-

ción inicial rápida y precisa. Su objetivo no es emitir un diagnóstico definitivo en primera

instancia, sino identificar signos de alarma para garantizar la estratificación correcta del

riesgo y facilitar la estabilización inmediata de pacientes con cuadros cĺınicos de severidad

heterogénea.

En respuesta a esta problemática, la integración de sistemas de triaje automatizados basados

en inteligencia artificial (IA) se perfila como una alternativa tecnológica capaz de mitigar

estos retos estructurales. Dichas soluciones pueden automatizar la recolección de antece-

dentes cĺınicos, generar hipótesis diagnósticas preliminares y recomendar rutas asistenciales

adecuadas. Su implementación tiene el potencial de disminuir la carga laboral del personal

sanitario, optimizar los procesos de priorización y mejorar la eficiencia operativa, mejorando

la seguridad del paciente.

2.4.1. Evolución histórica del triaje

Etimológicamente, el término “triaje” deriva del verbo francés trier, que significa escoger,

clasificar o separar. Su origen se remonta a finales del siglo XVIII, cuando fue introducido

formalmente en 1792 en un manual sanitario militar francés. El concepto fue acuñado por el

Barón Dominique-Jean Larrey durante las guerras napoleónicas, al identificar la necesidad

de evaluar y clasificar con rapidez a los soldados heridos mientras la batalla aún se encontra-

ba en curso. Desde entonces, el triaje se ha consolidado como un mecanismo de priorización

para la atención urgente de pacientes [35].

Aunque durante el siglo XIX se aplicaron formas incipientes de priorización en hospitales, el

triaje moderno en los servicios de urgencias comenzó a desarrollarse de manera sistemática a

mediados del siglo XX. Un hito decisivo ocurrió en 1964, cuando Richard Weinerman imple-

mentó una metodoloǵıa sistemática en los hospitales de Baltimore. Su enfoque transformó

el triaje de una práctica intuitiva a un proceso formal de gestión cĺınica, sentando las bases

conceptuales para los sistemas de clasificación estructurados que proliferaŕıan en las décadas

siguientes [36]

Durante la década de 1960, en los Estados Unidos se implementaron sistemas de triaje ba-

sados inicialmente en tres niveles de categorización, los cuales evolucionaron posteriormente

hacia modelos de mayor granularidad [37]. Este avance se consolidó en 1993 con el desarrollo

en Australia de la National Triage Scale (NTS), reconocida históricamente como la primera

escala estructurada de cinco niveles. Tras una revisión técnica en el año 2000, este modelo

fue estandarizado y renombrado como la Australasian Triage Scale (ATS), estableciendo el
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estándar global moderno.

Siguiendo este cambio de paradigma, diversas naciones desarrollaron adaptaciones de siste-

mas estructurados con el propósito de homogeneizar los criterios de priorización y reducir

la variabilidad cĺınica en los servicios de urgencias. Como resultado de este proceso de es-

tandarización global, en la actualidad se reconocen cinco modelos de triaje de referencia

internacional, los cuales han demostrado altos niveles de validez y fiabilidad entre evaluado-

res (véase la Tabla 2-1).

Sistema ¿Qué es? ¿Como funciona?

Triaje de Man-

chester (MTS)

Es un método inglés de clasificación

de pacientes que se utiliza en salas

de emergencia para clasificar pacien-

tes, según la gravedad y el riesgo, uti-

lizando algoritmos cĺınicos basados en

52 motivos de consulta y criterios como

el dolor, la conciencia y las constantes

vitales.

Evaluación por enfermeŕıa a través de una entre-

vista y de revisión de constantes vitales.

Uso de algoritmos que consideran el motivo de con-

sulta, la edad, śıntomas y nivel de conciencia para

determinar la gravedad del paciente y asignarle un

código del color correspondiente de acuerdo al ni-

vel de prioridad:

Rojo (Inmediato)

Naranja (Muy urgente)

Amarillo (Urgente)

Verde (Estándar)

Azul (No Urgente)

Triaje ESI

(́Indice de

Severidad de

Emergencia)

Es una herramienta para uso en la cla-

sificación en los servicios de urgencias.

Fue desarrollado en 1998 en Estados

Unidos por los médicos Richard Wuerz

y David Eitel.

Utiliza un algoritmo que logra una cla-

sificación rápida y reproducible de los

pacientes en cinco grupos.

Puede ser realizado por médicos o enfermeras. Es

utilizado en hospitales de todo el mundo para cla-

sificar a los pacientes en función de la gravedad y

la urgencia con la que necesitan atención médica.

Categoriza al paciente en 5 niveles, del más urgen-

te (1) al menos urgente (5):

ESI 1 (Emergencia): Atención inmediata.

ESI 2 (Urgente): Necesita atención muy

rápida.

ESI 3 (Inmediato): Se atienden después de

ESI 1 y 2.

ESI 4 (Menos Urgente)

ESI 5 (No Urgente)

Escala de Triaje

Australasian

Triage Scale

(ATS)

Esta escala de triaje destaca por la

valoración del dolor. Realiza una eva-

luación inicial de los pacientes, clasi-

ficándolos según la gravedad de su con-

dición. Es usado en los servicios de

emergencias a lo largo de Australia y

Nueva Zelanda.

Es realizado por personal de enfermeŕıa. No debe

durar más de 2-3 minutos y solo toma las constan-

tes vitales en los pacientes que se considere nece-

sario.

Nivel 1 - Rojo (Reanimación)

Nivel 2 - Naranja (Emergencia)

Nivel 3 - Amarillo (Urgente)

Nivel 4 - Verde (Menos urgente)

Nivel 5 - Azul (No Urgente)
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Canadian Tria-

ge and Acuity

Scale (CTAS)

Es un sistema de clasificación de 5 ni-

veles utilizado en urgencias para prio-

rizar a los pacientes según la gravedad

de su condición. Aunque fue creada en

Canadá, la CATS ha sido adoptada y

modificada por distintos páıses según

sus necesidades. Es una escala basada

en śıntomas y diagnósticos centinela.

En la entrevista se valorará el inicio del dolor, hora

y duración, aspecto f́ısico y constantes vitales. La

escala CTAS divide a los pacientes en cinco niveles

de prioridad, numerados del 1 al 5, siendo el nivel

1 el más urgente.

Nivel I (Azul/Resucitación)

Nivel II (Rojo/Emergente)

Nivel III (Amarillo/Urgente)

Nivel IV (Verde/Menos Urgente)

Nivel V (Blanco/No Urgente)

Sistema Es-

pañol de Triaje

(SET)

Es un modelo estandarizado de clasifi-

cación de pacientes en urgencias, prio-

riza la atención por la gravedad, no

por orden de llegada: El sistema usa

un programa informático con algorit-

mos que gúıan la evaluación según el

motivo de consulta y los śıntomas, de-

terminando el nivel de triaje. El SET

ha sido implementado en hospitales de

toda España.

Lo realiza un profesional (generalmente enfer-

meŕıa). El SET utiliza como discriminantes: las

constantes, signos vitales anormales y el dolor.

Clasificación por Niveles (Colores):

Nivel 1 (Rojo): Resucitación

Nivel 2 (Naranja): Emergencia

Nivel 3 (Amarillo): Urgencia

Nivel 4 (Verde): Urgencia menor

Nivel 5 (Azul): No urgente

Tabla 2-1: Sistemas de triaje

2.4.2. Emergency Severity Index (ESI)

A partir de la revisión de los modelos de triaje presentada en la sección anterior, se evidenció

que, si bien existen distintos sistemas utilizados en servicios de urgencias, la disponibilidad de

datos abiertos es limitada. En particular, durante el proceso de recopilación de información

no se identificaron conjuntos de datos accesibles que permitieran un análisis comparable para

sistemas de triaje distintos al Emergency Severity Index (ESI). Por esta razón, el presente

trabajo se centra en el ESI, al ser el único modelo viable para garantizar la reproducibilidad

y el entrenamiento supervisado del sistema propuesto.

El ESI se define como un algoritmo de clasificación de cinco niveles que se distingue concep-

tualmente de otros modelos por su enfoque secuencial. A diferencia de los sistemas basados

puramente en śıntomas, el ESI combina dos criterios de decisión jerarquizados:

1. Agudeza cĺınica: Para los niveles más cŕıticos (1 y 2), evalúa la estabilidad fisiológica

y el riesgo vital inmediato.

2. Utilización de recursos: Para los pacientes estables (niveles 3, 4 y 5), la clasifica-

ción se determina mediante la predicción de la cantidad de recursos diagnósticos o

terapéuticos que el paciente requerirá (véase la Figura 2-4).
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Figura 2-4: Algoritmo del ESI

A diferencia de otros sistemas de triaje, el ESI no establece tiempos máximos de atención para

cada categoŕıa, sino que clasifica a los pacientes en función de la gravedad de su condición

y de los recursos cĺınicos que probablemente requerirán. Desde su creación, este sistema ha

sido ampliamente implementado en hospitales a nivel internacional gracias a su simplicidad

y efectividad en contextos de urgencias. Además, ha sido respaldado por múltiples estudios

y revisiones, lo que ha favorecido su evolución y perfeccionamiento continuo [38].

2.4.3. Antecedentes

A continuación, se presentan los principales antecedentes relevantes para este trabajo, los

cuales resumen investigaciones y desarrollos previos relacionados con el uso de modelos de

lenguaje, agentes basados en IA y técnicas de recuperación de información aplicadas al apoyo

de la toma de decisiones. Estos antecedentes permiten identificar los enfoques existentes, los

contextos de aplicación y las principales limitaciones reportadas en la literatura, sirviendo

como base para la formulación de la propuesta desarrollada en esta tesis (ver Tabla 2-2).

T́ıtulo / Refe-

rencia

Objetivo general Metodoloǵıa Resultados y con-

clusiones
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Large language models

encode clinical know-

ledge [39]

Creación y evaluación de

MultiMedQA, un bench-

mark para responder pre-

guntas médicas

Se midió la eficacia de los LLM

en el ámbito médico a través de

un nuevo benchmark, de técni-

cas avanzadas de alineación de

modelos y de evaluación huma-

na.

A pesar del notable desem-

peño alcanzado por los mo-

delos de lenguaje de gran es-

cala en aplicaciones médicas,

subsisten desaf́ıos fundamen-

tales que dificultan su adop-

ción segura en entornos cĺınicos

reales.

Performance of

ChatGPT on USM-

LE: Potential for

AI-assisted medical

education using large

language models [40]

Evalúar la capacidad de

ChatGPT para resolver el

USMLE, (United States

Medical Licensing Exam)

Se puso a prueba la capaci-

dad de ChatGPT para el ra-

zonamiento cĺınico mediante el

examen de licencia médica de

los Estados Unidos (USMLE).

ChatGPT alcanzó o superó

el umbral de aprobación del

60% en todas las etapas de la

evaluación, posicionando a los

LLM como herramientas útiles

en la educación médica y en la

toma de decisiones cĺınicas.

Agent Hospital: A Si-

mulacrum of Hospital

with Evolvable Medical

Agents [41]

Crear un nuevo marco de

trabajo para resolver pro-

blemas espećıficos en esce-

narios del mundo real me-

diante el paradigma SEAL

(Simulacrum-based Evolu-

tionary Agent Learning).

Espećıficamente construye

un simulacro capaz de ge-

nerar una gran cantidad de

datos para que los agen-

tes médicos puedan adqui-

rir experiencia cĺınica de

forma autónoma.

A través de un entorno vir-

tual se simulan los procesos de

un hospital real, donde agen-

tes impulsados por LLMs asu-

men roles de pacientes, enfer-

meros y médicos. Para tomar

decisiones, el agente doctor uti-

liza RAG. Esto le permite vec-

torizar el caso actual y recupe-

rar los casos y las reglas más

similares de su base de datos

para fundamentar su razona-

miento

El simulacro de hospital Agent

Hospital podŕıa tener gran im-

pacto en la IA médica. Por

su utilidad en la capacitación

de estudiantes de medicina y

médicos jóvenes, dando la po-

sibilidad de múltiples consultas

y preservando la privacidad de

los pacientes humanos.

Sin embargo se debe abordar

las consideraciones éticas. Con-

trolando los sesgos y la distri-

bución de pacientes para ga-

rantizar la justicia y la equidad

en la atención médica impulsa-

da por IA.

ColaCare: Enhancing

Electronic Health

Record Modeling th-

rough Large Language

Model-Driven Multi-

Agent Collaboration

[42]

Desarrollo de Colacare

un marco de colaboración

multiagente basado en

LLMs que permiten

analizar registros cĺınicos

electrónicos

La propuesta integra modelos

expertos de dominio espećıfico

con LLM para unir la brecha

entre los datos estructurados

de la historia cĺınica electróni-

ca y el razonamiento de lengua-

je natural.

ColaCare emplea dos tipos de

agentes: DoctorAgents y un

MetaAgent, que analiza de for-

ma colaborativa los datos de

los pacientes. Los agentes lle-

gan a un acuerdo después de

múltiples rondas de debate y el

agente meta doctor propone fi-

nalmente un informe.

Los conjuntos de datos mues-

tran el mejor desempeño de

ColaCare en materia de mor-

talidad y predicciones de rein-

greso. Al simular la dinámica

real del equipo cĺınico, Cola-

Care avanza en la medicina de

precisión personalizada y tiene

el potencial de transformar los

sistemas de apoyo a las deci-

siones cĺınicas y prestación de

atención médica, sin embargo

requiere mejorar la eficacia y

aplicabilidad en entornos cĺıni-

cos del mundo real.
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MDAgents: An Adap-

tive Collaboration of

LLMs for Medical

Decision-Making [43]

Desarrollo de MDAgents

(Medical Decision-making

Agents), un sistema mul-

tiagente adaptativo basado

en LLMs que imita la cola-

boración médica emulando

como los médicos consul-

tan especialistas según el

nivel de dificultad del caso.

El enfoque clasifica primero la

complejidad del problema (ba-

ja, moderada o alta), recluta

agentes con roles médicos ade-

cuados y permite una colabora-

ción estructurada para el análi-

sis y la śıntesis, finalizando con

una decisión supervisada por

un agente moderador. El sis-

tema se evaluó en múltiples

benchmarks médicos y multi-

modales.

MDAgents superó el rendi-

miento de otros métodos pre-

vios en 7 de los 10 puntos de re-

ferencia médicos evaluados. El

marco de trabajo mostró una

mejora significativa de hasta el

4,2% en comparación con los

mejores desempeños anteriores

en tareas que requieren conoci-

miento médico y razonamiento

multimodal

Agentic AI in health-

care & medicine: A

seven-dimensional

taxonomy for empi-

rical evaluation of

LLM-Based Agents

[44]

El art́ıculo propone una

taxonomı́a unificada para

analizar y evaluar agentes

basados en LLMs aplicados

a la medicina, con el fin de

estandarizar su compara-

ción y comprensión en dis-

tintos contextos cĺınicos.

Se realizó una revisión sis-

temática de 49 estudios re-

cientes, a partir de los cua-

les se definieron siete dimen-

siones clave para clasificar y

evaluar emṕıricamente los sis-

temas agentivos en salud.

Los resultados muestran que

los agentes actuales son efecti-

vos en tareas de apoyo infor-

mativo y decisión cĺınica, pe-

ro presentan limitaciones en

adaptación, autonomı́a y segu-

ridad. El trabajo concluye que

los agentes basados en LLMs

en medicina son prometedores,

aunque aún requiere avances

para su adopción cĺınica robus-

ta y confiable.

Effectiveness of AI-

assisted ESI triage on

accuracy and selected

outcomes in emergency

nursing: A systematic

review [45]

Evaluar la efectividad del

sistema de triaje ESI asis-

tido por inteligencia artifi-

cial en el contexto de en-

fermeŕıa de urgencias, ana-

lizando principalmente su

impacto en la precisión de

la clasificación, aśı como en

resultados operativos se-

leccionados como el sub-

triaje, sobre-triaje y los

tiempos de atención.

Revisión sistemática de estu-

dios publicados entre 2018 y

2025, identificados a través de

bases de datos biomédicas y

de enfermeŕıa. Se incluyeron

investigaciones que evaluaran

sistemas de IA aplicados al ESI

y que reportaran métricas de

desempeño o resultados cĺıni-

cos. Se evaluó su calidad meto-

dológica utilizando herramien-

tas estandarizadas

Los resultados y conclusiones

indican que los sistemas de

IA muestran mejoras consis-

tentes en la precisión del tria-

je, con reducciones en las tasas

de sub- y sobre-triaje y mejo-

ras en indicadores como sensi-

bilidad y especificidad frente al

triaje tradicional. No obstan-

te, los autores concluyen que la

IA debe emplearse como herra-

mienta de apoyo, resaltando la

necesidad de mayor validación

cĺınica.

Tabla 2-2: Resumen de referencias



3 Análisis exploratorio y

preprocesamiento

El presente caṕıtulo se enfoca en el análisis y la preparación necesarios para la implemen-

tación del modelo propuesto, partiendo de los fundamentos conceptuales ya establecidos en

el marco teórico. Asimismo, se describen los datos utilizados para el desarrollo del proyecto,

especificando la base de datos seleccionada y la información que contiene, y se detalla el

proceso de preprocesamiento aplicado a estos, orientado a garantizar su adecuación y con-

sistencia para su integración efectiva en el modelo.

Tal como se presentó en el marco teórico, el sistema de triaje ESI establece un proceso de

clasificación basado en la severidad del paciente y los recursos requeridos. En este proyecto,

dicho proceso se adopta como referencia para definir las variables más relevantes para el

modelo. Asimismo, se define la taxonomı́a del conocimiento cĺınico que el agente debe ser

capaz de recuperar contextualmente y procesar inferencialmente.

3.1. Selección de las bases de datos

La identificación del corpus de datos se realizó considerando las restricciones de privacidad

inherentes a la información cĺınica y la necesidad de contar con registros etiquetados bajo el

estándar ESI. Como se discutió previamente, la disponibilidad de datos abiertos es limita-

da; por consiguiente, para este proyecto se seleccionó el MIMIC-IV-Ext Triage Instruction

Corpus (MIETIC) [46].

MIETIC es una derivación especializada de la base de datos MIMIC-IV, reconocida global-

mente por recopilar información cĺınica real y anonimizada de centros de atención cŕıtica.

Esta base de datos contiene descripciones textuales de la condición del paciente, junto con

información cĺınica relevante para la toma de decisiones, tales como śıntomas reportados,

signos cĺınicos, y, cuando está disponible, la clasificación de triaje asignada. La presencia de

información en lenguaje natural resulta particularmente adecuada para el enfoque propues-

to, ya que ya que proporciona tanto el contexto narrativo necesario para el razonamiento del

agente como los pares de entrenamiento requeridos para validar sus capacidades de genera-

lización. Adicionalmente, y con el objetivo de realizar un benchmark con expertos humanos
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también se utilizarán algunos casos de estudio del manual del ESI.

3.2. Descripción de los datos

MIETIC es como un corpus estructurado, optimizado espećıficamente para el entrenamien-

to y evaluación de modelos de lenguaje en tareas de asistencia a la decisión cĺınica. Este

conjunto de datos se deriva de los registros electrónicos de salud (EHR) reales contenidos

en la base de datos MIMIC-IV, alineándose rigurosamente con los criterios del Emergency

Severity Index (ESI) para simular escenarios de urgencias con alta fidelidad.

El recurso se encuentra alojado en el repositorio de investigación PhysioNet [47]. Cabe des-

tacar que, debido a la naturaleza sensible de la información cĺınica (PHI), el acceso está

restringido a investigadores que hayan completado la certificación ética en protección de

datos humanos (programa CITI), garantizando aśı el cumplimiento de los estándares de pri-

vacidad vigentes.

El corpus MIETIC cuenta con 2 archivos, el componente principal de MIETIC está consti-

tuido por 9.629 casos cĺınicos organizados como un corpus de texto cĺınico estructurado en

formato CSV, donde cada registro contiene 3 columnas: una instrucción de triaje, la des-

cripción del paciente y la respuesta esperada conforme al nivel ESI correspondiente. Estos

casos contienen información cĺınica relevante para la toma de decisiones, incluyendo datos

demográficos, signos vitales, quejas principales reportadas por los pacientes, y otros antece-

dentes que permiten contextualizar cada presentación cĺınica para inferir el nivel de triaje

adecuado.

Además del archivo principal, el conjunto de datos incluye otro archivo adicional con 50

muestras validadas por expertos que proporciona campos cĺınicos más detallados, como iden-

tificadores de paciente y estancia, marcas temporales de ingreso y egreso, datos demográficos,

signos vitales, indicadores de intervenciones cĺınicas, y el juicio de expertos sobre el nivel de

triaje.

De manera complementaria a la base de datos MIETIC, se construyó un conjunto de da-

tos adicional a partir de 30 casos de estudio incluidos en el Emergency Severity Index (ESI)

Handbook [48]. A diferencia de MIETIC, estos casos no provienen de registros cĺınicos reales,

sino de ejemplos estandarizados utilizados con fines educativos.

La estructura de los datos construidos a partir de estos casos se presenta a continuación:
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Corpus principal (MIETIC): Estructurado bajo un formato de ajuste por instrucciones cada

registro se compone de la siguiente tupla:

Instruction: Una instrucción que especifica el procedimiento de clasificación en triaje.

Input: La información contextual vinculada a la descripción del paciente que orientan

la determinación del nivel de triaje.

Output: La salida prevista derivada de la instrucción y de los datos de entrada, que

generalmente representa la clasificación correcta del paciente conforme a los criterios

del ESI.

Corpus de referencia (Handbook ESI): este corpus está estructurado en pares de caso-

resolución

Case: Descripción cĺınica del paciente al ingreso, incluyendo motivo de consulta y datos

relevantes para el triaje.

Output: Nivel de clasificación ESI asignado al caso según los criterios del sistema con

un breve razonamiento.

3.3. Preprocesamiento de los datos

Primero, se realizó un proceso de análisis y limpieza de los datos del archivo principal. Se im-

plementaron rutinas de validación para la detección de valores nulos, duplicidad de registros

e inconsistencias de formato. Como resultado de este proceso de depuración, se excluyeron

2 registros que presentaban valores faltantes, estos fueron removidos debido a que las 3 co-

lumnas son necesarias para el proceso de triaje. Adicionalmente, no se encontraron registros

duplicados.

Posteriormente, se condujo un análisis descriptivo para evaluar la distribución de las instruc-

ciones de triaje dentro del corpus. La Figura 3-1 ilustra la frecuencia y proporción de las tres

categoŕıas de directrices, las cuales mapean directamente las etapas del razonamiento cĺınico

del algoritmo ESI. Cada instrucción corresponde a un tipo espećıfico de razonamiento cĺınico

dentro del proceso de triaje ESI, abarcando la identificación de intervenciones (instruction

1), la evaluación de criterios de alto riesgo asociados al Nivel ESI 2 (instruction 2) y la esti-

mación de los recursos cĺınicos requeridos (instruction 3). Este análisis permitió identificar

el grado de balance en la representación de cada tipo de instrucción, aspecto relevante dado

su impacto directo en la formulación de las consultas y en el comportamiento del modelo

durante las etapas de recuperación de información y generación de respuestas.
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Figura 3-1: Distribución de instrucciones

Complementariamente, se ejecutó un análisis exploratorio de texto no estructurado mediante

la generación de una nube de palabras a partir de las descripciones narrativas de los casos

cĺınicos (ver Figura 3-2). Esto permitió identificar términos y conceptos cĺınicos recurrentes

que resultan fundamentales en el proceso de triaje ESI, tales como referencias a signos vi-

tales alterados, nivel de conciencia, dolor, mecanismos de lesión y necesidad de intervención

inmediata.

Figura 3-2: Lluvia de palabras del corpus
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Finalmente, se realizó una partición del conjunto de datos para configurar los componentes de

la arquitectura RAG. Se definieron dos subconjuntos disjuntos para evitar el sesgo de filtrado

de datos. Por un lado, se estableció la Base de Conocimiento, destinada a la indexación

vectorial y que constituye la memoria externa del sistema, permitiendo al agente recuperar

ejemplos históricos similares para fundamentar sus decisiones. Por otro lado, se reservó un

Conjunto de Prueba exclusivamente para la evaluación inferencial; estos casos permanecen

ı̈néditos”hasta el momento de la validación, simulando la llegada de nuevos pacientes en un

escenario cĺınico real. De esta manera, se garantiza una evaluación más objetiva del modelo

y se simula un escenario más cercano a un entorno real de apoyo a la toma de decisiones

cĺınicas.
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Este caṕıtulo presenta el diseño y la construcción del modelo propuesto para el apoyo a la

toma de decisiones en el proceso de triaje médico, fundamentado en un enfoque h́ıbrido que

integra agentes basados en LLMs y técnicas de RAG. A lo largo de este caṕıtulo se describe

la arquitectura del agente, los componentes que lo conforman y el entorno técnico en el cual

fue implementado, aśı como las decisiones de diseño adoptadas durante su construcción.

4.1. Arquitectura

El sistema propuesto se concibe como un agente basado en LLMs, diseñado para apoyar la

toma de decisiones en el proceso de triaje médico mediante un esquema de razonamiento

cĺınico controlado. La arquitectura se estructura como un flujo de inferencia en el que el

comportamiento del agente opera bajo un paradigma de agente con un rol asignado (Role-

Playing Agent) el cual establece su rol, objetivos y restricciones, emulando la heuŕıstica de

decisión de un profesional de enfermeŕıa en un servicio de urgencias.

El agente percibe el entorno a través de la información cĺınica suministrada en la descripción

del paciente, la cual constituye la entrada principal del sistema. Este flujo de información

se enriquece dinámicamente mediante un mecanismo de recuperación de información basado

en RAG.

El mecanismo de recuperación consulta la base de conocimiento vectorial para identificar

casos históricos con alta similitud semántica. Estos registros que actúan como una memoria

externa de largo plazo, son integrados en la ventana de contexto del modelo. Esta estrategia

permite habilitar el aprendizaje en contexto que proporciona al agente referencias compara-

tivas concretas que fundamentan y gúıan el proceso de inferencia hacia la clasificación ESI

correcta.

Sobre la base del contexto enriquecido, el agente ejecuta un motor de inferencia secuencial

diseñado bajo la estrategia de Cadena de Pensamiento (Chain of Thought - CoT ). Las ins-

trucciones del prompt imponen una descomposición algoŕıtmica de la tarea, obligando al

modelo a procesar la información en etapas discretas: primero, el análisis de la severidad

cĺınica; segundo, la estimación inferencial de los recursos diagnósticos requeridos para la

disposición final; y tercero, la generación de una justificación breve que sustente la decisión
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tomada. La estructura secuencial de las instrucciones permite descomponer el razonamiento

del agente en etapas lógicas, favoreciendo respuestas más consistentes y alineadas con los

criterios del triaje. Esta estructura no solo favorece la consistencia de las respuestas al redu-

cir el error de salto lógico, sino que dota al sistema de un nivel de explicabilidad necesario

para auditar la alineación del modelo con los criterios normativos del triaje ESI.

La Figura 4-1 esquematiza el flujo de procesamiento de la información y la topoloǵıa de

la arquitectura propuesta. Como se ilustra, el “Agente de Razonamiento” actúa como el

núcleo orquestador que gestiona la interacción entre la entrada cĺınica (Consulta del nuevo

paciente) y el componente de Generación Aumentada por Recuperación (RAG). Este último

consulta la base de datos vectorial —alimentada por el corpus MIETIC— para extraer casos

análogos que enriquecen el contexto antes de la inferencia del LLM. El ciclo culmina con la

generación de una salida estructurada que sintetiza tanto la estimación cuantitativa de los

recursos requeridos como una justificación cualitativa fundamentada en la evidencia cĺınica

recuperada. La acción del agente se materializa en la generación de una salida estructurada

que incluye la predicción del número de recursos requeridos y una explicación concisa basada

únicamente en los elementos cĺınicos más relevantes del caso.

Figura 4-1: Flujo del modelo
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4.2. Diseño

El diseño del agente se articula sobre un paradigma de inferencia guiada por instrucciones,

donde la arquitectura cognitiva reside fundamentalmente en la ingenieŕıa del prompt cĺınico.

Dado que el sistema opera bajo una configuración de interacción única (Stateless), sin persis-

tencia de memoria conversacional entre consultas, el prompt estructurado asume la función

de mecanismo de control determinista. Este componente encapsula la totalidad del contexto

operativo necesario, la adopción del rol experto, los objetivos de la tarea de triaje y la es-

tructura lógica secuencial que debe regir el razonamiento del modelo. definiendo de manera

expĺıcita el rol profesional, los objetivos de la tarea y la forma esperada del razonamiento.

Mediante el paradigma de agente con un rol asignado, se define expĺıcitamente la identi-

dad del agente como un profesional de enfermeŕıa especialista en triaje de urgencias. Esta

asignación de rol actúa como una restricción operativa que acota el espacio de búsqueda

del modelo probabiĺıstico. Al imponer este marco de referencia, se fuerza la convergencia

del razonamiento hacia patrones de decisión y terminoloǵıa propios de la práctica cĺınica,

mitigando la generación de respuestas genéricas y evitando respuestas genéricas o alejadas

del dominio cĺınico.

Desde el punto de vista funcional, el prompt se estructura en tres componentes principales:

(i) la definición del rol, que establece la identidad y el marco operativo del agente; (ii) el

bloque de inyección de contexto, donde se integra la narrativa cĺınica del paciente actual con

los ejemplos históricos recuperados por el módulo RAG; y (iii) el núcleo de instrucciones de

razonamiento, un conjunto de instrucciones secuenciales que gúıan expĺıcitamente el proceso

de inferencia. Esta organización permite transformar una entrada cĺınica no estructurada

(texto libre) en una salida controlada, alineada con los objetivos del sistema y con los crite-

rios del triaje basado en recursos.

Las instrucciones del prompt inducen al agente a seguir un razonamiento secuencial de ca-

dena de pensamiento paso a paso que abarca el análisis de la condición cĺınica del paciente,

la estimación del número exacto de recursos necesarios para alcanzar una disposición en el

servicio de urgencias y la generación de una justificación breve que sustente la decisión to-

mada. Adicionalmente, el prompt impone restricciones sobre el formato de salida, limitando

la extensión textual y exigiendo una focalización exclusiva en los recursos pertinentes. Estas

limitaciones operan funcionalmente como un mecanismo de regularización, acotando la ver-

bosidad del modelo y forzando la convergencia hacia respuestas estandarizadas, lo cual es

vital para garantizar la consistencia y comparabilidad entre ejecuciones.

Para el componente de Generación Aumentada por Recuperación (RAG), se implementó una

base de conocimiento vectorial construida a partir de casos históricos de triaje provenientes
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prompt = """

You are an experienced triage nurse in the Emergency Department.

A patient has just arrived at the ED.

The user will provide a description of the patients clinical

situation.

Here are some relevant triage cases for reference: {case}

Here is the new patient case: {new}

Instructions:

Using the provided information:

1. Analyze the patients clinical condition and identify key

features relevant to triage.

2. Estimate the number of resources the patient is likely to

require to reach disposition , following Emergency Severity

Index (ESI) definitions.

3. List only the most relevant anticipated resource categories.

4. Briefly explain your reasoning (maximum 100 words).

"""

Figura 4-2: Prompt del agente de razonamiento

del MIETIC. El proceso de ingestión de datos conllevó la serialización de cada episodio cĺınico

—unificando la narrativa del paciente y la decisión de triaje— en representaciones vectoria-

les densas (*embeddings*) generadas mediante el modelo especializado mxbai-embed-large

[49] Estos vectores fueron indexados en ChromaDB [50] para habilitar búsquedas semánti-

cas de baja latencia. En tiempo de inferencia, el sistema ejecuta una búsqueda de similitud

para recuperar los k = 3 vecinos más cercanos a la consulta actual. Estos casos análogos

se inyectan dinámicamente en la ventana de contexto del prompt, proporcionando al agente

evidencia cĺınica (Few-Shot Examples) que calibra su razonamiento sin incurrir en el costo

computacional de modificar los pesos del modelo base (Fine-Tuning).

El prompt utilizado para la implementación del agente se presenta en la Figura 4-2, donde

se muestra una primera versión empleada en los experimentos. Dicho prompt fue formulado

en inglés, con el fin de mantener alineación lingǘıstica con el corpus de entrada y con los

casos cĺınicos utilizados durante la inferencia.

La primera versión del prompt fue diseñada para obtener un análisis cĺınico general y una
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estimación de los recursos requeridos durante la atención en el servicio de urgencias. No obs-

tante, durante las pruebas iniciales se observó que esta formulación permit́ıa una variabilidad

considerable en el enfoque del razonamiento, sin garantizar que el modelo priorizara expĺıci-

tamente los pasos de decisión propios del proceso de triaje ESI. Con el fin de abordar esta

limitación, se desarrolló una segunda versión del prompt que estructura el razonamiento del

modelo de acuerdo con el flujo de evaluación utilizado en el triaje de urgencias, enfatizando

la identificación temprana de condiciones potencialmente mortales, la detección de situacio-

nes de alto riesgo y, posteriormente, la estimación de los recursos necesarios. En la Figura

4-3 se presenta una versión parcial del prompt refinado utilizado en el modelo propuesto,

omitiendo algunos elementos operativos por motivos de extensión, la versión completa se

puede ver en el repositorio dedicado a este trabajo [51].
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prompt = """

...

Using ONLY the information provided:

1. Assess whether the patient requires immediate life -saving

intervention by evaluating:

- Airway , breathing , circulation ,

- Severe physiological instability.

Clearly state if immediate life -saving care is required and why.

2. If no immediate life -saving intervention is required ,

evaluate whether the patient presents high -risk clinical

features , including:

- High -risk clinical situations ,

- New onset confusion , lethargy , or disorientation ,

- Severe pain or distress.

Reference relevant patterns from the retrieved cases when

applicable.

3. Independently of the above assessments , predict the exact

number of ED resources required to reach disposition:

- Predict the exact number of ED resources required to reach

disposition.

- Always list only the most essential resources needed.

- List only the most essential resources needed.

4. Provide a concise clinical justification grounded in the

patient ’s condition and the retrieved cases.

5. The total reasoning MUST be fewer than 100 words.

...

"""

Figura 4-3: Segunda versión del prompt del agente de razonamiento
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4.3. Entorno de implementación

Esta sección describe el entorno técnico en el cual fue implementado y ejecutado el sistema

propuesto, incluyendo las herramientas de software, libreŕıas utilizadas y las especificaciones

del hardware empleado durante las pruebas experimentales.

4.3.1. Software y herramientas

El sistema fue implementado utilizando Python 3.12.4 como lenguaje de programación prin-

cipal. Para la construcción del agente basado en LLMs y la orquestación del flujo de inferencia

se emplearon las siguientes herramientas y libreŕıas:

Framework de agentes: LangChain 0.3.27

Ejecución del modelo de lenguaje: Ollama 0.10.1

Modelos de lenguaje utilizados: llama3.2:3b, llama3:8b, deepseek-r1:14b

Embeddings: mxbai-embed-large

Recuperación de información / vector store: Chroma

Otras libreŕıas relevantes: Pandas, arize-phoenix, ragas, CUDA 12.8

4.3.2. Hardware y sistema operativo

Las pruebas del sistema se llevaron a cabo en un entorno computacional con las siguientes

caracteŕısticas:

Procesador (CPU): AMD Ryzen 7 9700X 8-Core Processor

Memoria RAM: 32GB RAM DDR5

Unidad de procesamiento gráfico (GPU): NVIDIA AD102 [GeForce RTX 4090 - 24GB

VRAM]

El sistema fue ejecutado sobre Ubuntu 24.04.2 LTS. Este entorno permitió ejecutar el proceso

de inferencia del agente y el módulo de recuperación de información bajo condiciones con-

troladas, asegurando estabilidad en los tiempos de respuesta y consistencia entre ejecuciones.
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Este caṕıtulo presenta la evaluación del desempeño del modelo propuesto. Primero, se definen

las métricas utilizadas para medir la calidad y coherencia de las respuestas. Luego, el modelo

es evaluado utilizando el Conjunto de Prueba construido en el Caṕıtulo 3.3. Finalmente, se

realiza una validación experta inicial en la que un médico profesional revisa un subconjunto

de casos y manifiesta su acuerdo o desacuerdo con las decisiones generadas por el sistema,

permitiendo estimar su alineación con el criterio cĺınico.

5.1. Métricas de evaluación

La evaluación de sistemas basados en LLMs que generan respuestas en lenguaje natural re-

presenta un desaf́ıo metodológico abierto en el estado del arte. En la revisión de la literatura

se identificó una dificultad recurrente para establecer criterios estandarizados que permitan

evaluar de manera objetiva la calidad y coherencia de este tipo de modelos, especialmente

cuando las salidas incluyen razonamiento cĺınico y justificaciones textuales. A diferencia de

tareas de clasificación tradicional, donde es posible aplicar métricas de exactitud directa, en

este caso la naturaleza generativa del modelo exige enfoques de evaluación más complejos y

semánticamente informados.

Dado que el modelo propuesto produce como salida una estimación de recursos necesarios

junto con una justificación cĺınica en lenguaje natural, se seleccionaron métricas diseñadas

espećıficamente para evaluar calidad semántica, coherencia contextual y alineación con res-

puestas de referencia. En este contexto, se utilizaron BERTScore [52] y RAGAS [53] [54]

como instrumentos principales de medición. La elección de estas herramientas radica en su

capacidad, para cuantificar similitud semántica y consistencia factual del contenido más allá

de coincidencias superficiales de texto. En las siguientes subsecciones se explican ambos sis-

temas de evaluación.

5.1.1. BERTScore

BERTScore es una métrica automática de evaluación para tareas generativas en lenguaje na-

tural que mide la similitud semántica entre dos textos que cuantifica la similitud semántica

entre secuencias textuales mediante representaciones vectoriales densas y contextualizadas
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(embeddings), extráıdas de modelos de lenguaje preentrenados. A diferencia de métricas ba-

sadas en coincidencias exactas de palabras, BERTScore opera en el espacio latente. Esto le

permite capturar equivalencias conceptuales, sinonimia y paráfrasis, evaluando la fidelidad

semántica independientemente de las variaciones léxicas en la redacción de las justificaciones

cĺınicas.

Formalmente, BERTScore realiza un emparejamiento entre los tokens del texto de referencia

x y el texto generado x̄. Para calcular el recall, cada token de la referencia se compara con

todos los tokens del texto generado y se conserva la similitud máxima. De manera análoga,

para calcular la precisión, cada token del texto generado se compara con los tokens de la

referencia, seleccionando nuevamente la similitud más alta. En este contexto, |x| representa
el número total de tokens en el texto de referencia, mientras que |x̄| corresponde al número

de tokens del texto generado.

Dado un texto de referencia x y un texto candidato x̄, las métricas se definen como:

RBERT =
1

|x|
∑
xi∈x

máx
x̄j∈x̄

xT
i x̄j

PBERT =
1

|x̄|
∑
x̄j∈x̄

máx
xi∈x

xT
i x̄j

F1BERT = 2
PBERT ·RBERT

PBERT +RBERT

En el presente trabajo, la métrica se aplicó a cada par compuesto por la respuesta gene-

rada por el modelo y su respectiva respuesta de referencia dentro del conjunto de prueba.

La evaluación se realizó sobre el texto completo producido por el sistema —incluyendo la

estimación de recursos y la justificación cĺınica— sin segmentación adicional. Para cada caso

se obtuvo un puntaje individual y, posteriormente, los resultados fueron agregados mediante

el cálculo de la media aritmética de todos los puntajes, con el fin de estimar el desempeño

global del modelo.

5.1.2. RAGAS

La evaluación del sistema basado en recuperación aumentada se realizó utilizando RAGAS,

un marco de evaluación diseñado espećıficamente para arquitecturas de RAG. RAGAS permi-

te analizar de manera conjunta la consulta de entrada, el contexto recuperado y la respuesta

generada, evaluando tanto el proceso de recuperación como la calidad de la generación.
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En el presente trabajo se calcularon las siguientes metricas provistas por RAGAS: answer

correctness, answer relevancy, faithfulness, context precision y context recall.

Entonces, sea q una consulta, c(q) el contexto recuperado, a(q) la respuesta generada por el

modelo a partir de la consulta y el contexto, y gt(q) la respuesta de referencia asociada a la

consulta. Se calculan las siguientes métricas:

Faithfulness cuantifica el nivel de fidelidad de la respuesta generada a(q) respecto al

contexto recuperado c(q), penalizando afirmaciones que no pueden inferirse a partir de

la información obtenida en la etapa de recuperación.

Para su cálculo, la respuesta a(q) es descompuesta en un conjunto de afirmaciones ve-

rificables S(a(q)) = {s1, . . . , sk} utilizando un prompt diseñado para extraer declara-

ciones factuales expĺıcitas a partir del texto generado. Posteriormente, cada afirmación

si es evaluada respecto al contexto c(q) mediante un segundo prompt, produciendo un

veredicto binario v(si, c(q)) ∈ {0, 1}, donde 1 indica que la afirmación está respaldada

y 0 en caso contrario.

Entonces, a partir de una consulta q, la métrica se define como:

Faithfulness(q) =
1

|S(a(q))|
∑

si∈S(a(q))

v(si, c(q))

Answer Correctness (AnsCor) evalúa el grado de exactitud de la respuesta gene-

rada a(q) en comparación con la respuesta de referencia gt(q).

Esta métrica combina dos componentes: La similitud semántica (Sim) entre a(q) y

gt(q) calculada mediante la similitud coseno entre sus embeddings, y la corrección

factual, obtenida mediante un prompt que verifica la correspondencia de los hechos

entre ambas respuestas (FacScore). Formalmente, se define como:

AnsCor(q) = α · Sim(a(q), gt(q)) + (1− α) · FacScore(a(q), gt(q))

Donde α ∈ [0, 1] controla la contribución relativa de cada componente (En la imple-

mentación usualmente α = 0,25).

Answer Relevancy (AnsRev) mide el grado en que la respuesta generada a(q) está

alineada con la intención de la consulta original q.

Para su cálculo, se generan m preguntas inversas q′i a partir de la respuesta a(q) me-

diante un prompt, y se mide la similitud semántica entre cada q′i y la consulta original

q utilizando similitud coseno entre sus embeddings. Formalmente:

AnsRev(q) =
1

m

m∑
i=1

Sim(q, q′i)



34 5 Evaluación del modelo

Context Precision (ConPre) evalúa la proporción de fragmentos recuperados que

son relevantes para responder la consulta q.

Sea c(q) = {c1, · · · , cn} el conjunto de fragmentos recuperados. Cada fragmento cj
es evaluado respecto a su relevancia para responder la consulta mediante un prompt

(Rev), produciendo una respuesta binaria Rev(cj, q) ∈ {0, 1}. Formalmente, la métrica

está definida como:

ConPre(q) =
1

|c(q)|
∑

cj∈c(q)

Rev(cj, q)

Context Recall (ConRec) mide el grado en que el contexto recuperado c(q) contiene

la información necesaria para responder la consulta q. A diferencia de Context Preci-

sion, que evalúa la proporción de información relevante dentro de lo recuperado, esta

métrica analiza si la recuperación logró cubrir los elementos informativos esenciales.

Su cálculo se realiza en dos etapas. Primero, la respuesta de referencia gt(q) se des-

compone en unidades informativas atómicas G(q) = {g1, · · · , gk} mediante un prompt

de extracción factual. Luego, cada unidad gi es evaluada con un segundo prompt que

determina si está presente o puede inferirse del contexto recuperado, produciendo un

resultado binario U(gi, c(q)) ∈ {0, 1}. Formalmente, la métrica está definida como:

ConRec(q) =
1

|G(q)|
∑

gi∈G(q)

U(gi, c(q))

RAGAS implementa estas evaluaciones bajo el enfoque conocido como LLM-as-a-Judge, en

el cual un modelo de lenguaje actúa evaluador heuŕıstico. A través de prompts rigurosamente

estructurados, el juez algoŕıtmico puntúa las relaciones semánticas de la triada sin depender

exclusivamente de superposiciones léxicas. En este esquema, el LLM analiza la relación en-

tre la consulta, el contexto y la respuesta generada, asignando puntajes cuantitativos según

criterios previamente definidos.

Para cada caso del conjunto de prueba se ejecutó el pipeline completo —incluyendo recupe-

ración y generación— y se obtuvieron puntajes individuales para cada una de las métricas

mencionadas. Posteriormente, los resultados fueron agregados mediante el cálculo de la me-

dia aritmética de los puntajes correspondientes, con el fin de estimar el desempeño global

del sistema en el marco del esquema RAG implementado.
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5.2. Resultados Obtenidos

En esta sección se presentan los resultados obtenidos a partir de la evaluación del mode-

lo utilizando las métricas descritas anteriormente. Los puntajes reportados corresponden al

desempeño del sistema sobre el conjunto de prueba, considerando diferentes configuraciones

experimentales que incluyeron las dos variantes del prompt y tres modelos de lenguaje dis-

tintos.

Para la computación de las métricas del framework RAGAS se instanció el modelo Llama

3:8b en calidad de juez algoŕıtmico (LLM-as-a-Judge). Esta decisión garantizó un criterio

de evaluación consistente y estandarizado para auditar la calidad de la recuperación y la

fidelidad de la generación.

La Tabla 5-1 resume los valores obtenidos para cada una de las métricas consideradas en el

análisis.

Prompt versión 1

Modelo BERTScore(F1) AnsCorr AnsRev Faithfullness ConPre ConRec

llama3.2:3b 0.7884 0.5601 0.6006 0.6325 0.9105 0.6802

llama3:8b 0.7937 0.5889 0.6279 0.6490 0.9109 0.6831

deepseek-r1:14b 0.7912 0.5713 0.6111 0.6447 0.9013 0.6824

Prompt versión 2 (Mejorado)

Modelo BERTScore(F1) AnsCorr AnsRev Faithfullness ConPre ConRec

llama3.2:3b 0.8391 0.6061 0.6031 0.6997 0.9001 0.6810

llama3:8b 0.8480 0.6135 0.6398 0.7307 0.9117 0.6846

deepseek-r1:14b 0.8410 0.6074 0.6170 0.7008 0.9085 0.6815

Tabla 5-1: Resultados

Los hallazgos cuantitativos evidencian una mejora sistemática y emṕırica en el desempeño

global del sistema al implementar la segunda iteración del prompt (alineamiento heuŕıstico

ESI). A través de todas las arquitecturas de lenguaje evaluadas, se registra un incremento

transversal en la métrica BERTScore (F1). Este aumento cuantitativo se traduce cualitati-

vamente en una mayor superposición conceptual y similitud semántica entre las narrativas

cĺınicas generadas por el agente y las resoluciones de referencia que conforman el conjunto

de prueba.
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En concordancia con los resultados anteriores, las métricas multidimensionales del frame-

work RAGAS exhiben mejoras sustanciales en Answer Correctness, Answer Relevancy y

Faithfulness al operar bajo la versión optimizada del prompt. Este incremento cuantitativo

denota una optimización significativa en la coherencia argumentativa, la pertinencia cĺınica

y la adherencia factual de las inferencias generadas frente al contexto recuperado. De mane-

ra destacada, la configuración basada en el modelo llama3:8b bajo esta segunda estrategia

instruccional presenta los valores más altos en la mayoŕıa de las métricas. Su superioridad

es particularmente notable en las dimensiones de Faithfulness y Context Precision, lo cual

subraya una sinergia y alineación entre el motor de recuperación vectorial y la capacidad de

śıntesis del modelo generativo.

5.3. Validación por profesional médico

Con el fin de complementar la evaluación automática del sistema, se realizó una validación

inicial cualitativa y cuantitativa por parte de un profesional médico. La evaluación fue lle-

vada a cabo por un médico general con más de 25 años de experiencia en procesos de triaje

en servicios de urgencias de primer nivel de atención en la ciudad de Medelĺın.

Previo al proceso de validación, se explicó al profesional el objetivo del estudio, el funciona-

miento general del modelo y la metodoloǵıa empleada para la evaluación. Se le proporcionó

un formato estructurado que conteńıa los 30 casos cĺınicos extráıdos del Handbook de ESI

explicados en la Sección 3.2.

Para asegurar la pertinencia cĺınica del análisis y aislar el mejor escenario operativo, el médico

evaluó las inferencias generadas exclusivamente bajo la configuración de mayor rendimiento

emṕırico: la segunda iteración del prompt (alineamiento heuŕıstico). Para cada instancia ite-

rada, el experto debió contrastar la estratificación de nivel ESI y la argumentación textual

emitidas por el agente de inteligencia artificial contra su propio estándar de atención pro-

fesional. A partir de este escrutinio, el médico emitió un dictamen binario de concordancia

diagnóstica (acuerdo o desacuerdo), permitiendo cuantificar la alineación del modelo con el

razonamiento médico humano en escenarios de urgencia reales.

El profesional dispuso de dos d́ıas para diligenciar el formato y remitir sus respuestas. Adi-

cionalmente, se le solicitó emitir una apreciación cualitativa sobre el modelo, incluyendo

posibles ventajas, limitaciones y escenarios potenciales de aplicación en servicios de urgen-

cias.

Dentro de las ventajas señaladas, destacó el potencial del sistema para mejorar la gestión de

recursos en los servicios de urgencias y su posible uso en escenarios de telesalud, facilitando

procesos de triaje remoto e integración con hospitales de referencia. Asimismo, sugirió su
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eventual articulación con el software de historia cĺınica institucional, de modo que, al ingresar

la información del caso, el modelo genere un análisis estructurado y sugiera los recursos re-

queridos, manteniendo siempre la decisión final bajo la responsabilidad del médico tratante.

Finalmente, indicó que su implementación implicaŕıa la redefinición de algunos roles asisten-

ciales, particularmente los de enfermeŕıa y médico de triaje, dependiendo de la estructura y

recursos disponibles en cada institución.

El análisis de concordancia entre la clasificación realizada por el médico y la generada por el

sistema evidenció un nivel de acuerdo del 60% sobre los 30 casos evaluados. Las respuestas

del formulario y el código para el desarrollo del proyecto esta adjunto en el repositorio

asociado a este trabajo [51].
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La creciente demanda en los servicios de urgencias y la necesidad de realizar procesos de

triaje eficientes, consistentes y alineados con criterios cĺınicos estructurados representan un

desaf́ıo permanente para los sistemas de salud. En este escenario, la correcta priorización de

los pacientes y la estimación adecuada de los recursos requeridos durante la atención son

factores determinantes cŕıticos para salvaguardar la seguridad del paciente, optimizar los

tiempos de respuesta y garantizar la calidad global de la atención asistencial.

En respuesta a esta problemática, el presente trabajo desarrolló y evaluó un sistema compu-

tacional basado en Modelos de Lenguaje de Gran Escala (LLMs), potenciado por una ar-

quitectura de Generación Aumentada por Recuperación (RAG) y orientado al soporte de

decisiones cĺınicas en el triaje de urgencias. A través del diseño de un pipeline h́ıbrido, la

iteración sistemática de la ingenieŕıa de instrucciones (prompt engineering) y la implementa-

ción de un marco de evaluación se logró auditar de manera integral el desempeño semántico,

la adherencia factual y la viabilidad operativa del agente inteligente propuesto.

6.1. Contribuciones

El presente trabajo aporta dos contribuciones fundamentales: el diseño e implementación del

modelo basado en LLMs y agentes con integración RAG para apoyo en triaje, y la formulación

de un marco de evaluación que permitió analizar su desempeño desde una perspectiva técnica

y cĺınica.

Desarrollo de un modelo basado en agentes con LLMs y RAG para

apoyo en triaje

La primera contribución de este trabajo consiste en el diseño e implementación de un sis-

tema basado en agentes sustentados en LLMs, integrado con un esquema de recuperación

aumentada (RAG), orientado al apoyo en la estimación de recursos durante el proceso de

triaje en servicios de urgencias. El modelo incorpora una arquitectura h́ıbrida que combina

razonamiento generativo con recuperación contextual de información cĺınica, junto con una

estrategia de estructuración progresiva del prompt alineada con el flujo de decisión del tria-

je ESI. Esta integración permitió mejorar la coherencia del razonamiento y favorecer una
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mayor fidelidad al contexto cĺınico recuperado, constituyendo un aporte metodológico en la

aplicación de LLMs en escenarios asistenciales.

Marco integral de evaluación técnica y cĺınica del modelo propuesto

La segunda contribución corresponde al diseño e implementación de un marco de evaluación

integral que combinó métricas automáticas y validación experta para analizar el desempeño

del sistema. A nivel técnico, se emplearon métricas de similitud semántica (BERTScore)

y evaluación estructural del modulo de RAG (RAGAS), permitiendo medir aspectos como

fidelidad, precisión y corrección de las respuestas generadas.

A nivel cĺınico, se realizó una validación con un profesional médico con amplia experiencia

en servicios de urgencias de primer nivel de atención, lo que permitió analizar el grado de

concordancia entre el modelo y el criterio experto. Este enfoque combinado refuerza la validez

de los resultados y ofrece una metodoloǵıa aplicable a la evaluación de sistemas basados en

LLMs en el ámbito de la salud.

6.2. Limitaciones

El presente trabajo presenta algunas limitaciones que deben considerarse. En primer lugar,

la disponibilidad de bases de datos públicas relacionadas con casos estructurados de triaje

cĺınico es limitada, lo que restringió el tamaño y la diversidad del conjunto de evaluación. Es-

ta limitación en la representatividad muestral afecta de manera inherente la validez externa

del modelo, condicionando su capacidad de generalización ante escenarios cĺınicos at́ıpicos o

en poblaciones con perfiles epidemiológicos divergentes.

En segundo lugar, el número de métricas de evaluación espećıficas para sistemas basados en

recuperación aumentada (RAG) y de agentes es aún reducido. Si bien se emplearon métri-

cas automáticas y evaluación experta, no existe un consenso estandarizado que permita una

valoración completamente exhaustiva del desempeño en este tipo de aplicaciones, lo que re-

presenta un desaf́ıo metodológico.

Adicionalmente, durante la validación cĺınica realizada por el profesional médico, se iden-

tificaron limitaciones relacionadas con la capacidad del modelo para reconocer de manera

consistente algunos de los recursos definidos formalmente por el protocolo ESI, especialmen-

te en situaciones donde la estimación requeŕıa una interpretación cĺınica más contextual.

Asimismo, el evaluador señaló que el modelo tiende a estructurar su razonamiento exclusi-

vamente bajo el esquema ESI, evidenciando dificultades para generalizar el proceso de triaje

más allá de este marco espećıfico. Estas observaciones resaltan áreas de mejora relevantes
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desde la perspectiva asistencial.

6.3. Trabajos futuros

Como ĺıneas de trabajo futuro, se plantea la evaluación del sistema en entornos cĺınicos

reales, como servicios de urgencias hospitalarios, bajo condiciones controladas que permitan

analizar su desempeño en escenarios asistenciales reales y su impacto como herramienta de

apoyo en la toma de decisiones. Asimismo, resulta pertinente avanzar en la formulación de un

benchmark estandarizado y métricas de evaluación de dominio espećıfico para arquitecturas

LLM en el sector salud, incorporando criterios de validación médica rigurosos y reproducibles.

Desde una perspectiva arquitectónica y computacional, se propone la evolución del sistema

hacia una arquitectura multiagente. La orquestación de agentes especializados e independien-

tes —dedicados segmentadamente a la recuperación documental, la inferencia diagnóstica y

la auditoŕıa de recursos— favorecerá el principio de separación de responsabilidades. Esta

modularidad algoŕıtmica permitiŕıa un control estructural mucho más granular, incremen-

tando la robustez, trazabilidad y consistencia predictiva bajo los estrictos lineamientos del

protocolo ESI.

Finalmente, seŕıa relevante estudiar la adaptación del modelo a otros esquemas de triaje, con

el fin de analizar su capacidad de generalización en diferentes contextos de atención. Este

enfoque comparativo permitiŕıa evaluar la plasticidad del agente de Inteligencia Artificial

y consolidar su capacidad de generalización transversal en diversos ecosistemas de atención

sanitaria.
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