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Resumen IX

Resumen

PREDICCION DE ALERTAS DE FALLA PARA PLANES DE MONITOREO
GEOTECNICO APLICANDO EL METODO DEL INVERSO DE LA VELOCIDAD DEL
DESPLZAMIENTO ACOPLADO CON ALGORITMOS DE APRENDIZAJE
SUPERVISADO.

Se realiz6 un modelo para prediccion de niveles de alerta para fallas de geomateriales
utilizando el método del Inverso de la Velocidad del desplazamiento en conjunto con
métodos de aprendizaje de maquinas de tipo supervisado, que puede ser utilizado en
planes de monitoreo geotécnico continuo. Para el modelo se propuso el uso de Maquinas
de Soporte Vectorial (SVM), y Arboles de Decision como métodos de aprendizaje de
maquinas a evaluar, obteniendo resultados de desempefio con la matriz de confusion
cercanos a 0,6 en el primero y de 0,98 con el segundo. En ambos casos el entrenamiento
del modelo se ejecutd con datos sintéticos y la evaluacion se efectué empleando datos de

casos reales donde ocurri6é una falla del geomaterial monitoreado.

El modelo demuestra la idoneidad de la utilizacibn de datos sintéticos para su
entrenamiento, especialmente para el modelo implementado con arboles de decisién. No
obstante, es clara la dependencia del modelo a datos de instrumentacion geotécnica de
tipo automatizada para la aplicacién del plan de monitoreo continuo. Esto para poder

contar con un sistema de prediccion en tiempo cuasi real, ademas de que se hace
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incuestionable que se obtiene un mejor desempefio cuando se cuentan con volumenes de
informacién superiores a 8 datos por hora, asimismo para la metodologia desarrollada es

imprescindible contar con un registro de datos con un espaciado de tiempo constante.

Palabras clave: (Instrumentacion Geotécnica, Niveles de Alerta, Aprendizaje

Supervisado, Datos sintéticos).



Contenido X

Abstract

PREDICTION OF FAULT ALERTS FOR GEOTECHNICAL MONITORING PLANES
APPLYING THE INVERSE VELOCITY METHOD COUPLED WITH SUPERVISED
LEARNING ALGORITHMS.

A model is made to predict alert levels for geomaterial failures using the inverse velocity
method with supervised machine learning, which can be used in continuous geotechnical
monitoring plans. For the model, it proposes the use of Support Vector Machines (SVM),
and Decision Trees as machine learning methodologies to be evaluated, obtaining
performance results with the confusion matrix close to 0.6 in the first and 0.98 with the
second. In both cases, the model training was executed with theoretical data and the
evaluation was performed using data from real cases where a failure of the monitored

geomaterial occurred.

The model demonstrates the suitability of using theoretical data for model training,
especially for the methodology implemented with decision trees. However, the dependence
of the model on automated geotechnical instrumentation data for the application of the
continuous monitoring plan is evident, thus to have a prediction system in quasi real time.

In addition, it is unquestionable to the developed methodology that better performance is
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obtained when there are volumes of information greater than 8 data per hour. Plus, it is

essential to have a data recording with a constant time interval.

Keywords: (Geotechnical Instrumentation, Alert Levels, Supervised Learning, Theoretical
Data).
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1 ntrodu.cci - n

1.1 Planteamiento del Problema.

La prediccion del momento de falla en una obra geotécnica es una de las tematicas de la
geotecnia que mas ha inquietado a académicos e ingenieros practicantes de esta area, lo
cual es demostrado por un amplio acervo de publicaciones en las cuales se exponen casos
de fallas en taludes, tineles, excavaciones, fundaciones entre otras [1] [2] [3] [4] [5]. Estos
intentos de predicciébn se han basado principalmente en la asociacion del colapso del
geomaterial a la medicion de una variable relacionada con la activacion fenémeno (trigger),
como las lluvias intensas o movimientos sismicos [1] [2]. En otros casos, la variable en
estudio puede ser el desplazamiento o la deformacion, tal como se plantea desarrollar en
este proyecto.

En la préactica de la predicciébn del momento de falla de un geomaterial a partir de
deformaciones, se ha recurrido principalmente al uso de la teoria del Creep. Esta consiste
en la variacion en el tiempo de la deformacion de una geomaterial bajo condiciones de
esfuerzo. Desde su principio mas clasico, la teoria del Creep se divide en tres etapas, la
primaria o de desaceleracion donde la tasa de deformacion se reduce logaritmicamente,
la secundaria donde se da una tasa de aceleracion constante y la terciaria o de aceleracién
donde la tasa de deformacién aumenta rapidamente hasta llegar al punto de falla del
geomaterial, es precisamente en su fase terciaria desde donde se enfoca los proceso de
prediccion (ver Figura 1-1) [1] [2] [3] [4] [5].

Ligado a esta teoria, diversos autores se han dedicado a desarrollar métodos enfocados a
predecir el momento de falla de un geomaterial, pero ninguno ha tenido tanta aceptacion
como el método del Inverso de la Velocidad del desplazamiento (InVel), planteado por

Fukuzono para la prediccion de fallas en taludes [1] [2] [6] [7].

Continuando con la idea de Fukuzono, otros autores como Voight, teniendo como base el
método del InVel y llevando a falla distintos materiales como metales, aleaciones, hielo,

hormigdn, polimeros, rocay suelos, llega a concluir que el modelo propuesto por Fukuzono
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corresponde a una ley fisica natural que gobierna a los materiales bajo condiciones
constantes de esfuerzo y temperatura [8] [9], infiriendo asi que se podria aplicar esta
metodologia a cualquier material incluyendo los geomateriales involucrados en distintos
tipos de obras civiles (Laderas, Taludes, Tuneles, Cavernas, etc.) donde se cuente un
monitoreo geotécnico.

Figura 1-1: Interpretacion grafica de los 3 estados del proceso de Creep en
Geomateriales

Desplazamiento

Creep Secundario

Creep Primario

Tiempo
Fuente: Modificado de E. Intrieri, et al. (2019). [2].
Con base a lo anterior, podria suponerse que el InVel puede ser ampliamente aplicado en
gran variedad de planes de monitoreo, no obstante, la realidad es que su uso se ha
centrado al monitoreo de taludes y laderas [1] [2], ademas, su empleo suele estar
acompafiado de arduos esfuerzos de procesamiento de datos [8] [9], especialmente
cuando deben manipularse grandes volumenes de informacion, asi las cosas, su
aplicacion suele estar limitada a estados avanzados de deformacién donde se evidencia

un inminente momento de falla [10] y no a protocolos monitoreos rutinarios.

En concordancia con lo mencionado, es posible plantear la hipotesis que la implementacion
de herramientas analiticas-computacionales podria ayudar en la optimizacién del proceso
de identificacion de alertas establecidas dentro de un plan de monitoreo geotécnico, sobre
todo cuando se trata de poner en practica metodologias con la carga de procesamiento
como las que presenta el método InVel. Lo anterior, sirve de preambulo para poner en
consideracion el uso de métodos analiticos del aprendizaje de maquinas, mas
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puntualmente las de aprendizaje Supervisado para la implementacién del InVel en

monitoreos geotécnicos continuos.

Los métodos de aprendizaje de maquinas supervisado, requieren de una base de datos

de entrenamiento que per mita qnarelas gdriablesced e | o

estudio contra el resultado esperado, el cual, para este estudio, se trata de los datos de
desplazamiento respecto al nivel de alerta a predecir. Dicho esto, no se puede obviar la
estrecha relacién que existe entre el buen desempefio del modelo respecto a la calidad de
los datos de entrenamiento, entendiendo como un conjunto de datos de calidad, uno que
pueda recrear la evolucién de los desplazamientos en sus distintas etapas, teniendo en

cuenta la variabilidad inherente a los instrumentos usados para hacer mediciones.

En sintesis, se identifica como problematica la aplicacion de metodologias de prediccion
de alertas de falla en geomateriales, como el Inverso de la Velocidad del desplazamiento,
a los sistemas de monitoreo geotécnico continuo en obras de ingenieria, y su
implementacion con base en métodos de aprendizaje de maquinas tipo supervisado,
debido a la dificultad de procesamiento del volumen de datos que implica adoptar esta
método asi como la complejidad para un obtener un conjunto de datos representativo para

toda la posibilidad de desplazamientos que se puedan generar en un talud previo a su falla.

1.2 Justificacion.

En el desarrollo de proyectos de ingenieria asociados a obras civiles se emplean diferentes
tipos de instrumentacion geotécnica para monitorear el desempefio de las obras, los
registros de datos son compilados como observaciones ordenadas bajo una secuencia

temporal, lo que permite determinar la evolucion de las variables en el tiempo.

El seguimiento de los desplazamientos mediante instrumentacion geotécnica permite tener
registro de la evolucién de la obra respecto a las condiciones esperadas por modelacién o
disefio, advirtiendo ademas sobre condiciones de amenaza, asi las cosas, técnicas como
el inverso de la velocidad que permiten aproximar una prediccion del momento de falla se
han convertido en una practica bastante comun en el sector de la gestion del riesgo

geotécnico, especialmente para establecer sistemas de monitoreo y alertas tempranas [9].
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En la aplicacion del método del Inverso de la Velocidad del desplazamiento se acepta que
los datos necesitan pasos de pre-procesamiento, que consiste en procedimientos
dedicados al filtrado de ruido, suavizado de picos y, finalmente, re-muestreo o
interpolacion [8] [10]. Estos procesamientos podrian requerir mayor tiempo que la
frecuencia de muestreo de un instrumento, mas cuando los sistemas de instrumentacion
geotécnica modernos permiten el registro de lecturas con alta resolucion temporal, con
datos de desplazamiento cuasi en tiempo real, que permiten captura de datos que pueden
facilmente superar proporciones de mas de 10 registros por hora.

Otro factor a considerar, principalmente en proyectos de mayor envergadura, es la alta
densidad de instrumentos, puesto que, en obras de menor dimensién como un talud
convencional, donde lo habitual es tener no mas de 10 instrumentos para la medicion de
deformacion, estos podrian convertirse con facilidad en més de 50 puntos de monitoreo en
frentes de obra como presas, vertederos, o cavernas, lo que genera que el método del
Inverso de la Velocidad del desplazamiento quede limitado en uso a una herramienta de
pronédstico para los momentos previos a un colapso luego de haber superado un umbral
previamente establecido [10] [11], siendo dificilmente aplicable como sistema de monitoreo

continuo.

El procesamiento de grandes volimenes de informacién numérica y la prediccién del
comportamiento de un fendmeno a partir de datos, son aspectos que pueden ser tratados
a partir de la aplicacion de métodos de la Inteligencia Artificial (IA) y mas especificamente
en aprendizaje de maquinas (ML, por sus siglas en habla inglesa) [12]. Una de las ramas
del ML son métodos de aprendizaje supervisado (Figura 1-2), los cuales, son
particularmente utilizados para clasificar distintas tipologias de datos, y para su
implementacion se requiere de un conjunto de datos de entrenamiento donde se asocien
la informacién de entrada con las etiquetas de clasificacion. Para el caso de este proyecto,
corresponde a los datos de desplazamiento y los niveles de alertas, respectivamente, lo

gue lo hace idéneo para el tipo de problema a abordar.
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Figura 1-2:  Aprendizaje Supervisado y las ramas de la Inteligencia Artificial.
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Fuente: Modificado de Marconi, 2020 [13]

Dando seguimiento la bibliografia especializada en revisiones literarias y del estado del
arte, con relacion a los métodos de prediccion del momento falla y la aplicacién de métodos
de aprendizaje de maquinas a la ingenieria geotécnica, los productos mas recientes no
citan trabajos asociados al prondéstico de colapsos en geomateriales implementando
métodos de IA a partir de datos de instrumentacién geotécnica [1] [2] [12] [14], pues si bien
se han implementado este tipo de métodos de aprendizaje de maquinas en distintas areas
de la ingenieria geotécnica (Ver Figura 1-3), propiamente en tematicas asociadas a
estabilidad de taludes y deslizamientos el uso de aprendizaje automatizado ha estado
principalmente acompafado de herramientas SIG, con modelos cuyos input son asociados

a variables climatologicas, uso del suelo, y parametros geotécnicos.

Asi las cosas, con este trabajo se realizara, en primera ocasion, la aplicacion del modelo
del InVel implementado con métodos de aprendizaje supervisado, para su uso en planes

de monitoreo de instrumentacién geotécnica.
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Figura 1-3:  Recopilacion de referencias bibliografica donde se hizo uso de métodos de
IA en diferentes areas de la ingenieria geotécnica en las uUltimas dos décadas segun la
base de datos de Baghbani, 2022 [12].
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Fuente: Modificado de Baghbani, 2022 [12].

1.3 Objetivos.

1.3.1 Objetivo General.

Desarrollar un modelo para la prediccion de niveles de alerta de fallas en geomateriales,
usando el método del Inverso de la Velocidad del desplazamiento implementado con
algoritmos de aprendizaje supervisado, que pueda ser aplicable de manera continua a los

planes de monitoreo de instrumentacion geotécnica.

1.3.2 Objetivos Especificos.

A Desarrollar un conjunto de datos que permita el entrenamiento del modelo aprendizaje
de maquinas, recreando las condiciones de Creep de un geomaterial en el momento
cercano a una falla, asi como la variabilidad habitual en datos de instrumentacion

geotécnica.

A Definir niveles de alertas en las cuales el algoritmo puedan clasificar el grado de alerta

en funcion de la secuencia de datos registrados por la instrumentacion geotécnica.

A Establecer métricas de evaluacion que permitan determinar el desempefio del modelo

establecido.

A Evaluar el modelo mediante datos de instrumentacién con niveles de alerta conocidos

de manera que se pueda discutir sobre la aplicabilidad del modelo.
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La aplicacion de métodos para prediccion de momentos de falla y la aplicacion de técnicas
de aprendizaje de maquinas en la ingenieria geotécnica son temas que llevan no menos
de 30 afos en el entorno académico y de la practica ingenieril, su aplicacién conjunta ha
sido principalmente aplicada en procesos de estabilizacion de laderas, determinacion de
pardmetros geotécnicos, capacidad de soporte en tineles y cimentaciones, entre otros [1]
[2] [12] [14]. A continuacidn, se discutiran algunas de las teorias asociadas a la prediccion

del momento de falla de mayor relevancia en esta area de la ingenieria geotécnica.

2.1 Metodologias de prediccion del momento de falla.

2.1.1 Saito.

Segun distintas revisiones literarias relacionadas con la prediccion del momento de fallas
en geomateriales, se ha mencionado a Jaggli (1928) [15] y Heim (1932) [16] como los
autores en proponer metodologias para la prediccion del momento de falla de un
geomaterial. No obstante, hay un consenso general en precisar que fue Saito (1965, 1969),

el primero en emplear un método de una manera exitosa [1] [2].

Los primeros trabajos de Saito se reportan desde inicios de los afios sesenta, en donde a
partir de ensayos de compresion triaxial de carga controlada junto con datos de
instrumentacion geotécnica en laderas, fue posible determinar que el desplazamiento era
el parametro mas (til para la prediccion del momento de falla, por encima de la inclinacion
de un talud, el estado de esfuerzos dentro de la masa del suelo, o la humedad. Ademas,
Saito pudo evidenciar que existia una relacion entre la curva caracteristica de Creep de un
suelo es su estado secundario, con tasa la de deformacion del geomaterial y el tiempo
previo a su ruptura, la cual ademas era independiente del tipo de suelo y del método de

ensayo en laboratorio.
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La mencionada relacién fue propuesta por una ecuacion empirica basada en el vinculo
entre tasa de deformacién y el tiempo previo a la falla o también llamada expectativa de
vida (expresado en minutos), tal como quedo plasmado en Saito & Uezawa (1961) [17] vy

Saito (1965) [18],y se presenta en la ecuacion 2-1.
1T CY clvo mwphl G v w 2-1

Mas tarde, a propoésito de los monitoreos que se inician luego de evidenciarse una
deformacién y haber superado el estado secundario de Creep, Saito (1969) [19] desarrolld
empiricamente un nuevo método grafico aplicable el estadio terciario del Creep. De
acuerdo con Saito, para aplicar este método se debian seleccionar 3 puntos & YO h
6 YO ,y6 YO dentrode lacurva de Creep, los cuales deben estar igualmente
espaciado en el eje Y a una distancia YO. Los puntos ey 6eeson proyeccionesded y o |,
respectivamente y se ubican sobre una linea recta que cruza por el punto 6. Los puntos 0

y 0, son los puntos medios entre 0y 0 y Oy 0 Asi el momento de falla podria
calcularse como intercepcion entre la linea que se forma al interceptar oeey 0 aon una

recta que pasa por 0 8

Figura 2-1: Método grafico para determinar el momento de falla en el rango de Creep
terciario.
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Fuente: Modificado de Saito, 1969 [19].
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2.1.2 Fukuzono.

Siguiendo con la idea de Saito y complementado ademas con modelos de taludes a
pequefia escala llevados a falla bajo incremento monotoénicos de carga, Fukuzono [6] [7]
desarrollé el que ha sido por mucho el método mas usado y simple para determinar el
momento de falla en taludes [2]. EI método de Fukuzono (1985) [6] ha sido dado a conocer
abiertamente como el Inverso de la Velocidad del desplazamiento (InVel) por la misma
forma en que se utiliza. El autor identificO que existia una relacion inversamente
proporcional entre el tiempo de aceleracion de una falla de un geomaterial y la tasa de
cambio de la deformacién. De lo cual se deriva que el tiempo de falla del geomaterial se
puede pronosticar extrapolando la tendencia lineal hacia cero de la gréfica del inverso de

la velocidad del desplazamiento contra el tiempo. Ver Figura 2-2.

El método grafico de Fukuzono tuvo mayor acogida en comparacion del propuesto por
Saito, dado que el ejercicio de extrapolar tendencias lineales de las velocidades inversas
en eje x, resultaba mas facil en contraste con extrapolar una curva hiperbdlica a una
asintota vertical que proponia Saito [20]. Ademés, de que este método ha tenido
numerosos casos de éxito documentado; algunos de los mas conocidos son el analisis
post-factum (después de ocurrido) del deslizamiento de Vajont [2] [21] o las aplicaciones
de caso realizadas para prondésticos de fallas en depésitos de estériles de mineria
realizados por HungryKent(1995)[22] y los 3 casos presentados por
Rose y Hungr (2007) [23] para taludes en open pits.

El InVel fue contemplado como un método para aplicar en un estadio de Creep terciario,
luego de que el geomaterial experimentara una aceleracién en un tiempo to, y sobrepasara
el Creep secundario, no obstante, en este punto, Fukuzono (1990) [24] aclara que pueden
ocurrir dos resultados posibles: 1, que la velocidad aumente asintéticamente hasta que el
geomaterial colapse en un tiempo t;, cuando tedricamente la velocidad tenga una tendencia
al infinito. O que, por lo contrario, después de la aceleracion inicial, la velocidad disminuya
y el geomaterial alcance otro estado de equilibrio sin colapsar. Ver Figura 2-3. Para el
primer caso, Rosey Hungr (2007) [23] identificaron que la grafica del Inverso de la
Velocidad del desplazamiento tenderia a la linealidad, similar a como se muestra en la
Figura 2-2 (abajo) y mas puntualmente en la Figura 2-4. Por su parte, si el material tiende
a un nuevo equilibrio la grafica del Inverso de la Velocidad del desplazamiento conservaria

la tendencia oscilante.
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Figura 2-2:  Aplicacion grafica del método del Inverso de la Velocidad del
desplazamiento. Arriba, la serie temporal de desplazamiento, el rectangulo amarillo
representa la ventana de tiempo que se amplia en la imagen de abajo, expresada como el
Inverso de la Velocidad del desplazamiento, la linea punteada roja representa la tendencia
lineal.
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Figura 2-3: Posibles comportamientos de un geomaterial luego de superar el Creep
secundario.
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Fuente: modificado de Fukuzono, 1990 [24].

Figura 2-4:  Comportamiento tipico de la gréafica del Inverso de la Velocidad del
desplazamiento cuando un geomaterial tiende al colapso.
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2.1.3 Voight.

El método implementado por Voight (1989) [25] [26] consistid principalmente en una
generalizacidn matematica de la metodologia propuesta por Fukuzono [1] [2], y ademas
luego de llevar a falla a distintas tipos de materiales como aleaciones, metales, polimeros,
concreto, suelos, rocas o hielo que fallan bajo condiciones constantes de esfuerzo y
temperatura, interpreté la metodologia del Inverso de la Velocidad del desplazamiento
como una ley natural que afecta a todo tipo de materiales [25]. La férmula desarrollada por

Voight, se puede observar en la ecuacion 2-2.
0 2-2
Donde, 6 y| , son constantes empiricas y , h h corresponden a la deformacion, la

velocidad y la aceleracion, respectivamente.

Crosta y Agliardi (2003) [27], fueron unos de los autores que usaron con mayor éxito la
formulacion de Voight para estimar umbrales de alertas en colapso de macizos rocosos.
No obstante, mencionan que esta solo se puede aplicar cuando los datos se caracterizan
por una aceleraciéon continua con condiciones externas constantes. Y que de hecho el
modelo falla, o se vuelve menos preciso, cuando las condiciones externas no son

invariantes en el tiempo.

Aunque a menudo se considera que el método de Voight proporciona la base matematica
del método de Fukuzono, rara vez se aplica a casos reales de emergencia [2]. Lo anterior
se entiende debido a que la exactitud del método es fuertemente influenciada por la

frecuencia y regularidad de las lecturas [1].

2.2 Aprendizaje Supervisado.

Tal como se habia ilustrado en la Figura 1-2, el aprendizaje supervisado es una rama del
aprendizaje de maquinas (ML), asi como este es una sub-area de la Inteligencia
Artificial (1A). La idea basica del ML es la comprension de un fendmeno basado en casos,
o ejemplos anteriores, que mantengan similitud del fendbmeno. Los ejemplos, o0 casos
previos, que se utilizan para desarrollar la capacidad se denominan datos de
entrenamiento, y el proceso de entrenar se denomina aprendizaje [28]. EIl ML debe su
creciente adopcion a su capacidad para caracterizar, a partir de distintos tipos de métodos

de aprendizaje, ciertos patrones de comportamiento dentro de grandes matrices de datos.
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Puntualizando en el aprendizaje supervisado, este consiste en el uso de un conjunto de
datos de entrenamiento para desarrollar un modelo de prediccion mediante el consumo de
datos de entrada (input) y valores de salida (output). Durante el proceso de entrenamiento
los datos deben encontrarse debidamente categorizados o etiquetados dentro de la
variable objetivo (target). Luego, el modelo podra hacer predicciones con valores de
entrada no etiquetados, permitiendo clasificar nuevos conjuntos de datos [29]. El objetivo
del aprendizaje supervisado es minimizar la clasificacion errénea o el error entre el input y
el output [28], el presente estudio tiene como fin desarrollar una clasificacion de niveles de
alertas para planes de monitoreo geotécnico, por lo cual por lo cual se utilizaran dos
métodos del ML que presentan un especial foco en la clasificacion de distintas categorias,
las maquinas de soporte vectorial (0 SVM, por sus siglas en habla inglesa) y los arboles

de decisioén, los cuales se detallaran a continuacion.

2.2.1 Magquinas de Soporte Vectorial (SVM).

Las maquinas de soporte vectorial (SVM, por sus siglas en inglés) son un método de
aprendizaje automatico supervisado que se utiliza habitualmente en de conjuntos de datos
de alta dimensionalidad. Las SVM fueron desarrolladas por Vapnik (1995) para enfrentar
los problemas de clasificacién [30]. Este método de aprendizaje de maquinas tiene como
fin encontrar un separador lineal (hiperplano) que presente una direccién donde la distancia
a los datos mas cercanos en cada una de las categorias a clasificar sea la maxima. Los
puntos de datos mas cercanos son conocidos como vectores de soporte [31], asi, el
método tiene como fin realizar iteraciones, seleccionando vectores de soporte entre los
sets de datos disponibles, de manera que se determine el hiperplano que ofrezca la mayor

separacion entre clases o categorias, similar a como se presenta en la Figura 2-5.

Uno de los mayores aprovechamientos que se tiene de los SVM, es la conversion de los
datos a espacio de mayor dimensionalidad, esto ocurre principalmente cuando los datos
no son linealmente separables y los posibles hiperplanos no pueden generalizar un margen
gue permita una clasificacién 6ptima de los datos [29]. Es asi como el cambio de
dimensionales permite la generacion de nuevos hiperplanos que mejoran las
clasificaciones (ver, Figura 2-6). Estos cambios de dimensionalidad son ejecutados

mediante la aplicacion de funciones Kernel, las cuales permiten la transformacién de datos
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desde un espacio definido en wy 6 a otro de mayor dimensién. Las funciones Kernel mas

comunes se pueden observar en la Tabla 2-1.

Figura 2-5: Iteracién entre vectores de soporte para determinar hiperplano.
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Clase B

Fuente: Elaboracion propia.

Figura 2-6: Cambio de dimensionalidad para datos no linealmente separables.
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Tabla 2-1: Funciones Kernel mas comunes.

Nombre de la funcién Kernel Ecuacién
Kernel lineal Oad D
Funcién Polinomial 0 oo o oM m
Funcién Tangente Hiperbdlica (Sigmoide) vav OATTB®BOSG
L . . C e A O
Funcion de base radial Gaussiana (RBF) vad AGD ——

Fuente: Elaboracién propia a partir de Jo, 2021 [28].

2.2.2 Arboles de Decision.

Los arboles de decision son un tipo de aprendizaje supervisado usado principalmente para
problemas de clasificacién, donde las variables de entrada pueden ser tanto categéricas
como nominales [33]. El aprendizaje del arbol de decisién es el proceso de construirse a

si mismo a partir de los ejemplos de entrenamiento [28].

La idea principal de este método de aprendizaje de maquinas consiste en ir clasificando
los inputs del modelo de forma que genere una serie de ramas que se crean desde un
nodo raiz, pasado por nodos de decisién que evallan ciertos atributos de los datos que
finalmente son clasificados en diferentes ramas que corresponden a cada una de las clases
indicadas en los datos de entrenamiento, en consecuencia cada rama obedecera a un
subconjunto de datos que cumple con unos atributos especificos, similar a como se
muestra en la Figura 2-7. Asi las cosas, el &rbol de decision debe construirse usando los

ejemplos de entrenamiento antes de clasificar un articulo siguiendo sus ramas.
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Figura 2-7: Representacion gréfica complementaria del método de un &rbol de decision.
A la izquierda las clasificaciones del modelo se presenta como 6 ramas de un &rbol y a la
derecha se presenta como la particion de 6 subconjuntos dentro de un espacio en s
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Fuente: Modificado de Orellana, 2018 [33].

Los arboles de decisiébn son un método de amplio uso en sistemas de aprendizaje
supervisado, especialmente para la solucién de problemas de clasificacion [33], esto en
gran medida porque el proceso de razonamiento detrds del modelo resulta claramente mas
intuitivo cuando se examina el arbol. Esto contrasta con otros métodos de aprendizaje de
maquinas con modelado de tipo caja negra, en las que la lIdgica interna puede resultar
dificil de identificar [34]. Ademas, el proceso incluye autométicamente en su regla
Unicamente los atributos que realmente importan en la toma decisiones. Los atributos que
no contribuyan a la precision del arbol se omiten. Esto puede proporcionar informacion de

gran utilidad acerca de los datos que tiene mayor relevancia en el modelo [34].

Los arboles de decision son métodos de aprendizaje de maquinas simples con alta
flexibilidad, no obstante, son un método que tiende optimizar la division de nodos en busca
de un reducir el error y mejorar rendimiento en el modelo de clasificacion, esto no seria un
problema si no lo hiciera propenso a que el procedimiento desencadenara en un
sobreajuste [35]. Un arbol con sobreajuste estd altamente optimizado para predecir los
valores del conjunto de datos de entrenamiento, sin embargo, tendria poca aplicabilidad
para clasificar un set de datos diferente al utilizado en el entrenamiento, similar a lo que se

podria observar en la Figura 2-8.
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Figura 2-8: Ejemplos de métodos de clasificacion, de izquierda a derecha se observa
un modelo con bajo ajuste (alto error de prueba y entrenamiento), un modelo con ajuste
optimo (bajo error de prueba y entrenamiento), y un modelo con sobreajuste (muy bajo

error de entrenamiento y alto error de prueba).
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Fuente: Tomado de IBM, 2021 [36].

Con el fin de reconocer si el modelo se encuentra en una condicion de sobreajuste, una
de las medidas mas usadas en aprendizaje supervisado es la validacién cruzada. En la
validacién cruzada, los datos se dividen en k subconjuntos de igual tamafio, que también
se denominan "pliegues". Uno de los pliegues k actuara como conjunto de prueba, también
conocido como conjunto de reserva o conjunto de validacion, y los pliegues restantes
entrenaran el modelo. Este proceso se repite hasta que cada uno de los pliegues haya

actuado como un pliegue de validacion (ver Figura 2-9) [36].

Después de cada evaluacion, se revisa cada uno de los puntajes de desempefio del
modelo, si estos puntajes dan un resultado matematicamente similar puede concluir que
el esquema entrenado no se encuentra en un estado de sobreajuste y el rendimiento
general del sistema de aprendizaje podria asumirse como el promedio de los valores

encontrados.
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Figura 2-9: Esquematizacioén del modelo de validacion cruzada.
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Fuente: Tomado de IBM, 2021 [36].

2.2.3 Métricas de Desempeiio.

Las métricas de desempefio son aquellas herramientas que permiten validar la capacidad
de los métodos de aprendizaje de maquinas para hacer predicciones asertivas. La
seleccién de la métrica a utilizar varia segun el tipo de método de aprendizaje de maquinas
implementado, para este proyecto al tratarse de un proceso de clasificacion, se utilizara la
matriz de confusién. A partir de la matriz se determinaran los valores de falsos positivos,
falsos negativos, verdaderos positivos y verdaderos negativos, y con estas a su vez se

determinaran otras métricas como la precision, sensibilidad y el F1-Score.

A continuacion, se describiran cada una de estas métricas, y como se interpretan sus
resultados. Ademas, teniendo presente, que el modelo busca clasificar tres categorias:
Estable, Alerta y Alarma. Se utilizar estas clasificaciones para ejemplificar como se

computan los resultados de las métricas de desempefio.

A Matriz de confusién.

La matriz de confusion es una herramienta que permite visualizar el desempefio de un
método de aprendizaje de maquinas de tipo clasificacion. La funcion de la matriz consiste
en comparar los resultados del modelo entrenado respecto a los modelos de prueba, e
identificar el atributo clasificado en la prueba contra el atributo real, los resultados de esta

comparacion son expresados en términos de verdadero positivos (TP), verdadero
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negativos (TN), falso positivos (FP) y falso negativos (FN) [29], los cuales se pueden

observar en la Figura 2-10 y seran descritos mas adelante.

Si bien la matriz de confusion fue inicialmente concebida para clasificaciones binarias,
actualmente es ampliamente aprovechada para clasificaciones multiclase [28], asi las
cosas, la dimension de la diagonal principal de la matriz serd igual al nimero de categorias

en la clasificacion.

Figura 2-10: Matriz de confusion

Valor Observacion

Pos Neg
IS Pos True False
S Positive Positive
2
it
o
§ Ne False True
s g Positive Negative

Fuente: Elaboracién propia a partir de Awad, 2015 [29].
A Verdadero positivo.

Verdadero positivo o True Positive (TP), corresponde a los datos que son correctamente
clasificados como positivos [29]. Tomando como ejemplo el presente estudio, son los
val ores que el model o cl| asi fdfectimamente inacen parte

del conjunto de | os datos fAEstabl eo.
A Verdadero negativo.

Verdadero negativo o True Negative (TN), corresponde los datos correctamente
clasificados como negativos [29]. Tomando como ejemplo el presente estudio, son los
val ores que no pertenecen a un nivel de
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A Falso positivo.

Falso positivo o False Positive (FP), corresponde a los datos que son incorrectamente

clasificados como positivos [29]. Tomando como ejemplo el presente estudio, hacen parte

de | os datos que fueron clasificados en un nivel
NEstabl eo.

A Falso negativo.

Falso negativo o False Negative (FN), corresponde a los valores que son incorrectamente

clasificados como negativos [29]. Tomando como ejemplo el presente estudio, hacen parte

de Il os datos que no fueron cl as.idlabsifcadasdentroen un ni
de esta categoria.

A Exactitud (Accuracy).

La exactitud es una métrica de rendimiento del modelo de clasificaciébn de aprendizaje
automatico que se define como la proporcién de verdaderos positivos y verdaderos
negativos con respecto a todas las observaciones positivas y negativas. En otras palabras,
la precisibn nos dice con qué frecuencia podemos esperar que nhuestro modelo de
aprendizaje automético prediga correctamente un resultado del nimero total de veces que
hizo predicciones [29]. Ver Ecuacién 2-3.

W or s aw YO YO

0 01 W 2-3
Y0~ YO "O0 "O0

A Precisién (Precision).

La puntuacion de precision del modelo mide la proporcion de etiquetas pronosticadas
positivamente que en realidad son correctas. La precision también se conoce como el valor
predictivo positivo. Esta se utiliza junto con la sensibilidad para compensar falsos positivos
y falsos negativos. Ademas, se puede considerar como una medida de exactitud o calidad.
Esta métrica se usa principalmente cuando es necesario predecir la clase positiva y hay
un mayor costo asociado con los falsos positivos que con los falsos negativos. Ver
Ecuacion 2-4.
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A Sensibilidad (Recall).

La sensibilidad es una métrica que representa la capacidad del modelo para predecir
correctamente los positivos a partir de los positivos reales. Esto es diferente a la precision
gue mide cuantas predicciones hechas por modelos son realmente positivas de todas las
predicciones positivas hechas. En otras palabras, mide qué tan bueno es nuestro modelo
de aprendizaje automético para identificar todos los aspectos positivos reales de todos los
aspectos positivos que existen dentro de un conjunto de datos. Cuanto mayor sea la
puntuacion de la sensibilidad, mejor sera el modelo de aprendizaje automético para
identificar ejemplos tanto positivos como negativos. Matematicamente, representa la
relacion entre los verdaderos positivos y la suma de los verdaderos positivos y los falsos
negativos [29] (ver Ecuacion 2-5).

oY ¥, T e, I3 o, !,’YC)
LI Qw Ql;%—e\aj 2-5

A Puntaje F1 (F1-Score).

El puntaje F1 representa la puntuacion del modelo en funcion de la precision y el valor de
la sensibilidad, otorgandole el mismo peso tanto a la precisién como a la sensibilidad para
medir su rendimiento en términos de precisién, su expresion matematica se puede
observar en la Ecuacion 2-6.
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3 Metodol og? a.

Para entrenar un modelo predictivo que identifique diversos niveles de alerta, se necesitan
gran cantidad de datos que recreen la variedad de comportamientos posibles que pueden
darse durante el proceso de deformacién bajo distintos grados de alerta. Esta variabilidad
de datos es poco probable que se obtenga durante campafias habituales de monitoreo,
puesto que los instrumentos instalados para dicho fin capturan el comportamiento
especifico del fendmeno de deformacion que monitorean, ademas, no siempre se cuenta
con la suficiente cantidad de sensores, 0 con un prolongado periodo de tiempo de
recoleccién de datos o heterogeneidad en su comportamiento.

No contar con la suficiente variabilidad de datos compromete la calidad del conjunto de
datos de entrenamiento vy, por lo tanto, del modelo mismo, puesto que este podria obtener
buenos resultados en la prediccion del monitoreo del fenémeno puntual de donde se
recolectaron los datos del entrenamiento, pero es razonable pensar que no tendria un buen

desempefio en la implementacién de otros casos de estudio diferentes a este.

En linea con lo anterior y en busca de obtener el mejor entrenamiento posible del modelo,
se utilizaran datos sintéticos que puedan recrear las condiciones de Creep terciario y la
variabilidad inherente a la instrumentacién geotécnica. La construccion de estos datos y
conformacion del conjunto de datos se presentara en los titulos 3.1 Generacion de los
datos sintéticos. y 3.1.2 Definicién de niveles de Alerta. En los cuales se discutiran los
fundamentos geotécnicos y matematicos que son tenidos en cuenta para originar estos

datos.

Demostrar que el modelo puede ser aplicado en distintos planes de monitoreo implica que
este sea evaluado con datos de casos reales de instrumentacion donde pueda
evidenciarse diferentes niveles de alertas que permitan probar el desempefio del modelo

a partir del entrenamiento realizado con los datos de origen artificial.
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Lo anteriormente expuesto, es una limitante para este tipo de estudios, puesto que para
poner a prueba el desempefio de modelos de prediccion, especialmente para los niveles
de alerta mas altos, se requieren datos de distintos casos de monitoreo donde se hayan
materializado un colapso del geomaterial objeto de monitoreo, y no es comun encontrar
esta informacion disponible. Si bien se contd con datos crudos de instrumentacién de un
caso con colapsos para esta evaluacion, en busca de un mayor numero de pruebas, se
recurrid a datos de instrumentacion geotécnica extraidos de referencias bibliogréaficas.
Para estos datos no se tuvo acceso a los registros crudos, por lo que la informacion fue
obtenida mediante digitalizacion de gréaficos en formato PDF, de bibliografia de caracter
abierto al publico la cual que es debidamente citada.

3.1 Generacion de los datos sintéticos.

Para la construccién de los datos sintéticos se tuvo como base para su generacion el
comportamiento tipico de una deformacion en el tiempo en un estado de Creep terciario,
en conjunto con la relacion del inverso de la tasa de cambio de la deformacién y el

momento de falla de un geomaterial identificada por Fukuzono (1985) [6].

Es habitual que este comportamiento guarde similitud con funciones mateméticas de tipo
parabdlica, exponencial, logaritmicas, o logisticas [1] [2] [27] [37]. Indistintamente al tipo
de funcion a utilizar, todos los autores coinciden en sefalar que la principal de alerta de un

potencial colapso de un geomaterial en un momento 0 podria ocurrir cuando los

desplazamientos de magnitud YO se generan en periodos de tiempo 06 cada vez mas

pequefios respecto a 0 , tal como se representa en la Figura 3-1.

3.1.1 Ecuacidn para generacion sintéticos de desplazamiento.

Para la generacion de los datos sintéticos, y en general para todo el procesamiento del
modelo, se empleara el lenguaje de programacion Python 3.10, asi como las librerias
NumPy, Pandas, Matplotlib, y sklearn. Ya para la generacion de los datos se hara uso de
la ecuacion 3-1, de tipo logistica, con la cual se busca recrear un comportamiento tipico de
la deformacién de geomateriales.

6601 DWDQQE T EOOR———— 0 QI 3-1
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De esta forma, 0 representa la asintota superior de la curva; Qes la tasa de crecimiento de
la deformacion; o corresponde a la abscisa o variable independiente, para este caso, el
tiempo; 0 indica el punto medio entre la asintota superior e inferior y el punto de inflexién
de la curva, y el parametro 0 & es un factor de variabilidad que le imprime a los datos
sintéticos la aleatoriedad tipica de los registros de instrumentacién geotécnica, este valor
de la variabilidad fue inicialmente definido por el rango de precision del método de registro
de datos, no obstante, luego fue ajustado con la dispersion evidenciada en los datos de
prueba, lo cual se explicara en la seccién 3.3.1.

Finalmente, es asi, que alternando los distintos coeficientes de la curva se pueden obtener
variedad funciones con diferentes tasas de crecimiento, recreando lo que serian diferentes
niveles de alerta.

Figura 3-1:  Representacion grafica de una funcién de desplazamiento de un
Geomaterial previo a un colapso.

tr

Desplazamiento

Fuente: Elaboracion Propia.

Ejecutada la ecuacioén 3-1, los datos describirdn una tendencia como la presentada en la
Figura 3-2, y dado que la mayor pendiente de esta funcién se presenta en el segundo
cuartil de la serie de datos (recuadro verde en la figura), sera este segmento el que se

utilizaré para el entrenamiento del modelo.
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Figura 3-2: Tendencia tipica de los datos sintéticos generados de manera sintética.

8 1 —s— Datos de Ecuacién XX X
X  Datos con Variabilidad

= o
I L

Deformacién (mm)

N
1

0 2 4 6 8 1012 14 16 18 20 22 24 26 28 30 32 34 36 38 40
Tiempo
Fuente: Elaboracion propia.

3.1.2 Definicion de niveles de Alerta.

El modelo clasificara 3 nivelesde alert a denomi nados #AEst ablos o0,

datos sintéticos se generaran dentro de cada nivel de alerta y estaran limitados por 2
curvas que funcionaran valores umbrales que separan un tipo de nivel de alerta de otro,
similar a lo propuesto por Crosta et al. [27], quienes plantearon un sistema de alerta
basados en curvas de deformacion sintéticas que aproximaban prondsticos de fallas para
7, 15y 21 dias, las cuales usaban como umbrales para la emisioén de alertas segun los

registros que obtenian.

La metodologia propuesta en el presente estudio utiliza datos sintéticos para la generacion
de curvas umbrales, teniendo como base tedrica y mecanismo de aplicacion el método del
Inverso de la Velocidad del desplazamiento, propuesto por Fukuzono [6] [24]. Por

consiguiente, es primordial entender y recrear las condiciones representativas del método.

Como ya habia sido advertido por Rose y Hungr (2007) [23], y tal como se presento en la
Figura 2-4, la curva del Inverso de la Velocidad del desplazamiento tiene un
comportamiento tipico de alta dispersion y fluctuacion cuando los registros de
desplazamiento muestran una tendencia estable. A medida que aumente la tasa de
variacion del desplazamiento y el geomaterial entra en una etapa de Creep secundario,
esta dispersion y fluctuacion pasa a un comportamiento ondulatorio de baja amplitud, que

paulatinamente de convierte a una tendencia lineal al pasar a una fase de Creep terciario.

A Al

ert
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Han sido tan bien acogidas las observaciones de Rose y Hungr (2007) [23] respecto al
comportamiento de la curva del Inverso de la Velocidad del desplazamiento, que es
habitual encontrar que se use el coeficiente de correlacién R? para evaluar la confiabilidad
de la prediccién con este método [2] [9] [11] [38]. Asi las cosas, tendria poco sentido
realizar prondsticos de falla cuando la curva del Inverso de la Velocidad del desplazamiento
recrea una tendencia fluctuante donde los valores de R? no sean aproximables a 1,
condicion que se cumple a inmediaciones de la falla. En atencion a esto, se procedio a
revisar con los datos disponibles para la evaluacion (ver seccion 3.2) cuanto tiempo
transcurre entre el momento en que la grafica del Inverso de la Velocidad del
desplazamiento adopta un comportamiento lineal y el momento en que ocurre la falla. En
ningun caso, el periodo es superior a las 72 horas y se registran casos en el que solo

transcurre una (1) hora.

Habiendo mencionado la importancia del coeficiente de correlacion R? en el analisis gréafico
del método del Inverso de la Velocidad del desplazamiento, el otro pardmetro a tener en
cuenta es la tendencia de la curva a interceptar el eje X. Es indiscutible que es este el
pardmetro mas importante para la evaluacion del método, asi como inobjetable mencionar
gue la inclinacién hacia de la curva del Invel es directamente proporcional a la pendiente
de la velocidad de la deformacion, tal como queda en evidencia en la Figura 2-2 y en los

casos de la seccién 3.2.

Finalmente, teniendo identificados los pardmetros de mayor relevancia en la
caracterizacion de la curva del Inverso de la Velocidad del desplazamiento, haciendo uso
de la ecuacién 3-1y con la ayuda de herramientas de programacién en Python y la libreria
Numpy, se puede generar diferentes datos sintéticos de desplazamiento que recreen
diferentes tipos de curvas que puedan ser clasificados en unas alertas ya conocidas y

puedan servir de entrenamiento para el modelo propuesto.

En la Figura 3-3, son presentados los 9 subconjuntos de datos que se han planteado para
el entrenamiento del modelo, estos son basados en nivel de alerta esperado de acuerdo
los parametros identificados anteriormente. Los limites de los subconjuntos en el eje X,
0,002° y 0,018°, corresponden a la pendiente en grados que debe tener una curva de
velocidad de desplazamiento, para que la grafica del Inverso de la Velocidad del
desplazamiento proyecte una falla a las 72 y 18 horas respectivamente. Los limites de los

subconjuntos en el eje Y 0,65 y 0,80 corresponden al coeficiente de correlacion de la curva
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del Inverso de la Velocidad del desplazamiento con la que se observan de tendencias de

comportamiento que se acercan a la linealidad.

Es entonces como los umbrales estaran dados por 2 funciones que proyecten una posible
falla a las siguientes 72 y 18 horas, y los datos que se encuentren entre estos umbrales se
les asignaran diferentes niveles de variabilidad. En la Figura 3-4, se presenta como
ejemplo una muestra del set de datos generado de manera sintética para el entrenamiento.
Es importante aclarar que se denomina dato al conjunto o arreglo de una serie de datos
gue pueden recrear una curva, no un unico valor especifico, para el caso de la Figura 3-4,

se observan 15 datos donde cada uno corresponde a un arreglo de 12 valores.

Para el modelo se contempla el uso de cerca de 3000 datos para el entrenamiento, este
valor es arbitrario y no obedece a un criterio en especifico o referencia bibliografica,
Unicamente es basado en la experiencia de quien realiza el modelo, y el cual podria ser

reajustado a partir de los resultados de las primeras iteraciones del modelo.

De este modo, por cada subconjunto se generan 333 datos, de manera que el total del
conjunto de datos de entrenamiento corresponde a 2997 registros. Se destaca la
importancia de que sean 333 datos para cada subconjunto, de manera que estos datos,
gue se utilizaran solo para el entrenamiento del modelo, se encuentren balanceados
respecto a cada una de las condiciones de pendiente de la velocidad del desplazamiento

o del R? del Invel establecidos para nivel de alerta.

Figura 3-3: Parametros para los subconjuntos de datos de entrenamiento.
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Fuente: Elaboracién Propia
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Figura 3-4: Ejemplo de datos originados sintéticamente entre los umbrales definidos.
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Fuente: Elaboracion propia.

3.2 Casos de evaluacion.

Definido todo el conjunto de datos empleado para el entrenamiento del modelo, a
continuacién, se presentaran los datos obtenidos para realizar la validacién. Cémo ya
habia sido mencionado, una de las limitantes para la implementacion de este tipo de
modelos y mas especificamente para su comprobacion, es la disponibilidad de datos

crudos de uso libre donde se puedan evidenciar distintos niveles de alerta.

En atencién a esto, se digitalizaron curvas de deformacion reportadas en otro estudio
donde se evaluaron colapsos en taludes open-pits mineros, los cuales seran presentados
en la seccion 3.2.1. Por otro lado en la seccién 3.2.2, se presenta un caso en el cual si

hubo acceso a datos crudos donde fue posible realizar una manipulacion de estos.

Asi las cosas, se resalta que los datos de evaluacion tienen tanto un origen bibliografico
como experimental, los primeros tomados de una tesis de maestria y los segundos
directamente de un monitoreo con radar geotécnico, estos no guardan relacién con los

datos tedricos que tiene origen sintético, tal como fue descrito en la seccion 3.1.
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3.2.1 Casos tomados de bibliografia.

Los datos que se presentaran a continuacion fueron digitalizados de los anexos de la tesis

de maestr 2a de nRDENELORMENMT, OFAAN EARLY WARNING TIME-OF-

FAILURE ANALYSIS METHODOLOGY FOR OPEN PIT MINE SLOPES UTILIZING THE

SPATIAL DISTRIBUTION OF GROUND-BASED RADAR MONITORING DATA0, real i zada
por el ingeniero John Dick Graham, como parte de sus requerimientos de grado en el

programa de maestria en ciencias aplicadas con mencién Ingenieria Geoldgica, realizada

en el 2013 en la Universidad de British Columbia, Canada [39].

La totalidad de los casos reportados en la tesis del ingeniero Graham corresponden a datos
de colapso de taludes mineros que fueron monitoreados mediante radares geotécnicos. La
ubicacion de los casos de estudio es indicada como informacion no revelada, no obstante,
si se presenta informacion concerniente a la fecha y hora del siniestro, volumen
aproximado de material movilizado, geologia del talud, calidad del macizo, nimero de
registros por hora que realiza el radar, entre otros.

Dada la capacidad de los radares geotécnicos para capturar datos de desplazamiento en
formato raster, el trabajo del ingeniero Graham se bas6 en analizar las diferencias en los
datos, al estudiar el archivo raster con toda el &rea donde el radar registré desplazamiento,
comparado con el area total, areas parciales y el pixel que registr6 el inicio de la
deformacion (ver Figura 3-5), y con ello desarrollar sistemas de alerta temprana para

taludes mineros.

Para el presente trabajo se toma como insumo Unicamente la informacién de
desplazamiento registrada por el pixel inicial y el area total del raster, los cuales seran
evaluados de manera independiente, con esto se pretende simular la existencia de dos
instrumentos que registran un mismo fendmeno, recreando de manera virtual una

redundancia instrumental del proceso de monitoreo de cada caso en cuestion.

Adicionalmente, se toma como insumo de la tesis de Graham [39], la informacion
concerniente al nimero de registros por hora que report6 el radar, asi como la ventana de
tiempo del periodo de analisis y el momento de falla. Lo que corresponde exclusivamente
a la informacion minima para la digitalizacion del caso. La demas informacién o
procesamientos realizados por el ingeniero Graham no seran tenidas en cuenta para este
estudio. De esta forma, todo procesamiento o informacion analizada que difiera de que lo

recién se ha mencionado y que sea presentado en este estudio, (graficas del Inverso de la
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Velocidad del desplazamiento, hitos de inicio de la linealidad y demas) es de autoria del

presente trabajo.

Figura 3-5: Ejemplo de datos de desplazamiento en formato raster. A la izquierda se
presentan el raster de datos de desplazamiento para un pixel y a la derecha datos de

desplazamiento para el area total.

Fuente: Modificado a partir de Graham, 2013 [39]

A Caso 1.

El caso 1 corresponde a un proceso de deformacion con una ventana de datos de 5,6 dias
con una tasa de registro de informacion de 10 datos por hora, este proceso presentd

desplazamientos maximos cercanos a 170 mm asociado al pixel que registroé el inicio de la

deformacion. La curva del Inverso de

comportamiento lineal entre cerca de 52 y 66 horas previo a la materializacion de la falla.

Ver Figura 3-6.

la Velocidad del desplazamiento mostré un

Tabla 3-1: Datos para digitalizacion Caso 1.

Numero de Registros por Hora

10

Ventana de Andlisis

19/08/2008 16:39 - 25/08/2008 8:05

Fecha y hora de Falla Pixel

25/08/2008 19:52

Fecha y hora de Falla Area total

25/08/2008 1:32
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Figura 3-6:  Graficas evaluacién Caso 1.
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Fuente: Modificado a partir de Graham, 2013 [39].
A Caso 2.

El caso 2 corresponde a un proceso de deformacién con una ventana de datos de 19
horas con una tasa de registro de informacion de 8 datos por hora, este proceso present6
desplazamientos maximos cercanos a 60 mm asociado al pixel que registré el inicio de la
deformacién. La curva del Inverso de la Velocidad del desplazamiento mostr6 un
comportamiento lineal entre cerca de 11 y 13 horas previo a la materializacién de la falla.
Ver Figura 3-7.

Tabla 3-2: Datos para digitalizacion Caso 2.

NuUmero de Registros por Hora 8

Ventana de Analisis 16/02/2010 16:54 - 17/02/2010 11:59
Fecha y hora de Falla Pixel 17/02/2010 9:09

Fecha y hora de Falla Area total 17/02/2010 9:09
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A Caso 3.

El caso 3 corresponde a un proceso de deformacion con una ventana de datos de 16 horas
con una tasa de registro de informacién de 9 datos por hora, este proceso presentd
desplazamientos maximos cercanos a 340 mm asociado al pixel que registro el inicio de la
deformacién. La curva del Inverso de la Velocidad del desplazamiento mostré un
comportamiento lineal entre cerca de 6 y 7 horas previo a la materializacion de la falla. Ver
Figura 3-8.

Tabla 3-3: Datos para digitalizacion Caso 3.

Numero de Registros por Hora 9
Ventana de Analisis 23/08/2010 17:59 - 24/08/2010 10:35
Fecha y hora de Falla Pixel 24/08/2010 5:06
Fecha y hora de Falla Area total 24/08/2010 5:06
A Caso 4.

El caso 4 corresponde a un proceso de deformacién con una ventana de datos de un dia
con una tasa de registro de informacion de 20 datos por hora, este proceso presentd
desplazamientos maximos cercanos a 10 mm asociado al pixel que registro6 el inicio de la
deformacién. La curva del Inverso de la Velocidad del desplazamiento mostré un

comportamiento lineal de 1 hora previo a la materializacién de la falla. Ver Figura 3-9.

Tabla 3-4: Datos para digitalizacion Caso 4.

Numero de Registros por Hora 20

Ventana de Andlisis 18/12/2006 9:21 - 19/12/2006 10:58
Fecha y hora de Falla Pixel 19/12/2006 7:18

Fecha y hora de Falla Area total 19/12/2006 7:18
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Figura 3-7:  Graficas evaluacién Caso 2.
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Fuente: Modificado a partir de Graham, 2013 [39].
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Figura 3-8:
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Figura 3-9: Graficas evaluacién Caso 4.
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Fuente: Modificado a partir de Graham, 2013 [39].
A Caso 5.

El caso 5 corresponde a un proceso de deformacién con 2 eventos de falla dentro una
ventana de datos de 11 dias con una tasa de registro de informacién de 8 datos por hora,
por esta razon sera dividido como dos casos el evento 5A el cual se analiza el pixel inicial
gue identifica la deformacién y el area total, y el evento 5B, para el cual solo se analiza el

area total.

El evento 5A present6 desplazamientos méaximos cercano a 500 mm asociado al pixel que
registro el inicio de la deformacién para una ventana de tiempo de poco mas de 4 dias

(100 horas). La curva del Inverso de la Velocidad del desplazamiento mostré un
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comportamiento lineal de entre cerca de 25 y 41 horas previo a la materializacion de la
falla. Ver Figura 3-10.

El evento 5B presentd desplazamientos maximos cercano a 500 mm asociado al pixel que
registro el inicio de la deformacién para una ventana de tiempo de poco mas de 4 dias
(100 horas). La curva del Inverso de la Velocidad del desplazamiento mostré un
comportamiento lineal de entre cerca de 25 y 41 horas previo a la materializacion de la
falla. Ver Figura 3-11

Tabla 3-5: Datos para digitalizacion Caso 5A.

Numero de Registros por Hora 8

Ventana de Andlisis 13/12/2009 17:22 - 17/12/2009 23:59
Fecha y hora de Falla Pixel 17/12/2009 0:43

Fecha y hora de Falla Area total 17/12/2009 0:04

Tabla 3-6: Datos para digitalizacién Caso 5B.

Numero de Registros por Hora 8
Ventana de Andlisis 17/12/2009 0:04 - 24/12/2009 23:58
Fecha y hora de Falla Pixel 24/12/2009 4:33
Fecha y hora de Falla Area total 24/12/2009 5:44
A Caso 6.

El caso 6 corresponde a un proceso de deformacidon con una ventana de datos de 40 horas
con una tasa de registro de informacion de 10 datos por hora, este proceso presentd
desplazamientos maximos cercanos a 170 mm asociado al pixel que registro el inicio de la
deformacién. La curva del Inverso de la Velocidad del desplazamiento mostré un
comportamiento lineal entre 7 y 8 horas previo a la materializacion de la falla. Ver
Figura 3-12.

Tabla 3-7: Datos para digitalizacion Caso 6.

Numero de Registros por Hora 10

Ventana de Andlisis 31/01/2006 7:36 - 1/02/2006 23:54
Fecha y hora de Falla Pixel 1/02/2006 7:12

Fecha y hora de Falla Area total 1/02/2006 7:12
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Figura 3-10: Graficas evaluacion Caso 5A.
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Figura 3-11: Grafica evaluacion Caso 5B.
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Fuente: Modificado a partir de Graham, 2013 [39].

Figura 3-12 Grafica evaluacién Caso 6.
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3.2.2 Caso de estudio propio.

Se denomina caso de estudio propio, a un fenémeno de deformacion de laderas donde se
contd con la posibilidad de procesar los datos originales de desplazamientos registrados
por un equipo tipo radar geotécnico similar a los utilizados en los casos tomados de
bibliografia. Estos datos fueron suministrados por Empresas Publicas de Medellin (EPM),
el proyecto y la ubicacion de donde fueron registrados estos datos se encuentran

protegidos bajo convenio de confidencialidad.

Si bien este caso de estudio también emplea registros de desplazamientos reportados por
un radar geotécnico, Unicamente se cuentan con datos de deformacion de area total
monitoreada, asi que no realizard un analisis para el caso de los registros de un solo pixel.
En contraste con la evaluacion de desplazamientos registrando areas y pixeles, se
realizara un andlisis paralelo con el espaciado de tiempo en el reporte los datos.
Confrontando los resultados de monitoreos llevados a cabo con reportes de un dato por
hora, tal como entrega procesamiento interno del software del radar, contra los resultados
gue se podrian utilizando la totalidad de los datos crudos, utilizando el procesamiento
propuesto en este estudio (ver seccion 3.3.1).

Para este caso de estudio se tienen datos de un talud donde ocurrieron dos episodios de
colapsos para una misma area monitoreada, tal como se puede observar en la Figura 3-13,
donde se presenta el desplazamiento total reportado por el radar con las dos fallas
ocurridas la primera el 11/06/2021 y la segunda el 21/06/2021. Para cada caso de falla se
tienen dos inicios de la tendencia de linealidad bastante diferenciables, en el primer caso
ocurrid6 a 90 horas previas a la falla y en la segunda a 16 horas, ver Figura 3-14 vy
Figura 3-15.
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Figura 3-13: Grafica evaluacion caso de estudio propio. Desplazamiento Total.
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Figura 3-14: Grafica evaluacién caso de estudio propio. Falla 1.
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Figura 3-15: Grafica evaluacién caso de estudio propio. Falla 2.
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Fuente: Elaboracién propia a partir de los datos de EPM.

3.3 Primeras evaluaciones de los modelos.

Las primeras iteraciones corresponden al primer acercamiento a la puesta en producciéon
del modelo de inteligencia artificial, en este punto en se obtienen los primeros resultados
en el procesamiento de datos y del desempefio del modelo, es a partir de alli donde se
puede estimar la conveniencia del procesamiento de los datos y del método de aprendizaje
automata, y en general el acople del modelo ante el problema evaluado, identificando asi
las oportunidades de mejora.

3.3.1 Procesamiento datos de prueba.

El procesamiento de datos es el conjunto de pasos previos que debe realizarse con los
registros antes de poder llevar a ejecucion los modelos de inteligencia artificial. Estos
pasos no solo constituyen una rutina cuando se tiene puesta en produccién el modelo, sino
gue durante la primera evaluacion del modelo permite un andlisis exploratorio de los datos,
facilitando el entendiendo de estos y su acoplamiento al fendbmeno que se pretende

modelar.
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De manera generalizada, el procesamiento de los datos estd comprendido por tres etapas,
el suavizado de los datos, el calculo y analisis de las tasas de cambio de la
deformacién (velocidad de deformacion) y el proceso de Lookback. Cada uno de estos

pasos serd desarrollado a continuacién.
A Suavizado de datos.

El suavizado de datos corresponde a un conjunto de técnicas de analitica que son
utilizadas para eliminar el ruido o registros atipicos de los datos, eliminando asi los
registros que son significativamente diferentes al resto, permitiendo que se destaquen los
rasgos o patrones mas importantes del conjunto a analizar [40].

Las técnicas de suavizado en series temporales son ampliamente utilizadas en distintas
areas del conocimiento como la economia, ecologia, meteorologia y otros campos que
manejan datos recopilados a lo largo del tiempo. El suavizado de datos temporales a
menudo revela tendencias o ciclos a largo plazo mientras suaviza el ruido y las

fluctuaciones a corto plazo [41].

Para el suavizado de los datos de deformacion, en este proyecto se utilizaron 4 tipos de
procesamiento de usando el método de las medias mdviles, correspondientes a Medias
Méviles Simples (MMS), Medias Mdviles Ponderadas (MMP), Medias Modviles
Centradas (MMC) y Medias Méviles Centradas Ponderadas (MMCP). Adicionalmente, se
propone para este estudio la Media Total, correspondiente al promedio del resultado de

todas las anteriores.

Las Medias Moviles Simples (MMS) es la técnica mas simplificada en este tipo de
tratamiento de suavizado, consiste en la media aritmética de los £ datos anteriores, cuanto
mas grande sea &, mayor sera la influencia de los datos antiguos. Esta influencia de los
datos antiguos hace que la MMS actle de forma retrasada ante cambios de tendencia,
este retraso se denomina rezago. En la Figura 3-16, se puede observar un ejemplo del
MMS, en la linea de color amarillo, esta muestra un rezago en los cambios de tendencia
gue se presentan a lo largo de todos los datos. Para el presente estudio, las MMS se

construyen con los ¢ datos correspondientes a una (1) hora de registro.

Las Medias Mdviles Ponderadas (MMP), son medias moviles donde se propone reducir el
rezago de los datos asignandole diferentes cargas porcentuales a los datos segun su orden

de registro, asi que, se les asigna una mayor carga porcentual a los datos mas recientes.
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En funcién de mantener el balance de los datos utilizados para el proceso de suavizado,
el aumento porcentual que se les aplica a los datos mas recientes debe ser reducido de
los datos mas antiguos. En este estudio se establecié que la ponderacion de la MMP se
distribuyera de la siguiente manera: todo el set de datos estaria agrupado en arreglos de
tiempo €, correspondientes a una (1) hora. El 30 % de los datos mas recientes de ¢ tendria
una sobrecarga porcentual del 40 %, por lo que a ese subconjunto de promedios se aplica
un factor multiplicativo de 1,40. Por su parte, el promedio del 70 % de los datos mas

antiguos de ¢ es multiplicado por 0,60, a fin de mantener el balance de los datos.

En ambos numerales de la Figura 3-16, la linea de color magenta representa el suavizado
mediante MMP. Aungue en este procesamiento se visualiza un menor rezago en los datos
gue con las MMS, puede verse que aun persiste un poco de este, ademas, el método
resulta ser susceptible valores anémalos, siendo ineficiente en el suavizado de registros

atipicos, tal como puede evidenciarse en el numeral b) de la Figura 3-16.

Las Medias Mdviles Centradas (MMC), son un tipo de procesamiento donde se tiene en
cuenta los valores que rodean e incluyen el registro actual. Dicho de otra manera, se tiene
en cuenta el valor presente, los registros anteriores y los futuros. Esto implica, que para
dar un reporte de deformacion al tiempo presente ¢, debe esperarse hasta un momento
0 "Qsiendo "Qel numero de unidades del arreglo de tiempo €, en las que se miraria fa
futurod Si bien, este tratamiento de datos ayuda a controlar los registros atipicos, implica
"sacrificar" el componente de tiempo real del monitoreo, asi que, debe procurarse no definir

un "‘Qlemasiado grande con relacion al espacio de tiempo para cual sea definido €.

Para fines de este proyecto se definié que "Qcorresponderia a las unidades equivalentes
al 25% de los datos de la dimension del arreglo €, siempre asociable a una hora, sin
importar el nimero de sus componentes. En la Figura 3-16, se observa los resultados del
procesamiento de MMC, como una linea azul, que si bien logra evitar los valores atipicos,

presenta cierto grado de rezago.

Producto de la unién de conceptos de MMP y MMC, y con el fin de evitar el rezago, se
propuso las Medias Moéviles Centradas Ponderadas (MMCP). Esta consiste en un arreglo
¢, de una (1) hora, adelantado "Qunidades, que tiene diferentes ponderaciones. De esta
manera se le da mayor peso al 30% de los registros donde se incluye el momento actual

0,y a los datos inmediatamente colindantes a este, con un factor multiplicativo de 1,40.

Para el 20% de los datos con mayor proyecci-n al Afuturoo
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multiplicativo del 1,10 y para el 50% de los datos mas antiguos se les asigna un factor

multiplicativo de 0,5, manteniendo asi el balance de los datos del conjunto.

En la Figura 3-16, el MMCP se presenta en color verde, de este se puede apreciar que
presenta una respuesta casi inmediata a los cambios de tendencia, no obstante, al igual
gue el MMP, suele ser afectado por los registros atipicos que se puedan presentar durante

todo el monitoreo.

De los métodos anteriores, se pudo apreciar a lo largo de las primera iteraciones con cada
caso, que es habitual lo observado en la Figura 3-16. EI MMS y el MMCP suelen
comportarse como respuestas extremas a los cambios de tendencia de los registros, y el
MMP y el MMC ademas de encontrarse entre los anteriores, suelen tener una respuesta
intermedia entre rezago y susceptibilidad atipicos. Teniendo en cuenta esto, se propuso
de manera intuitiva realizar una media del resultado de emplear los 4 métodos, a lo que se
denomind Media Total. Graficada como la linea roja en la Figura 3-16, se puede observar
gue este resultado recrea la tendencia esbozada por la serie de datos, evitando en gran
medida caer en regazos o valores atipicos. Fue por esto que el procedimiento de la Media

Total fue seleccionado como el método de suavizado a emplear en todos los casos.
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Figura 3-16: Ejemplo de aplicacion de la Media Total. La parte a) presenta la totalidad
de los datos de ejemplo. La parte b) presenta en detalle los datos entre 3a. m.y 12 p. m.
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A Evaluacion de la tasa de cambio del desplazamiento.

Como ya habia sido discutido en la seccion 3.1.2, la funcién del Invel y su tendencia a
interceptar el eje x es directamente proporcional a la pendiente de la velocidad de la
deformacién. Asi las cosas, es importante velar que el trazado de la curva que esboza este
pardmetro presente una conducta uniforme, evitando en mayor medida dispersiones u
oscilaciones que desdibujen la tendencia predominante de esta variable en un fenémeno

de deformacion.

La velocidad del desplazamiento se calcula como la tasa de cambio entre registros de
deformacién sobre la diferencia del momento 0 en que se reporté cada dato.
Aritméticamente, el resultado de esta operacion esté tan influenciado tanto por la diferencia
de desplazamiento como por el espacio de tiempo Y0 en que se registra cada sefial de

deformacion.

Para ejemplificar la evaluacion realizada, en la Figura 3-17 se muestra un fragmento de
los datos desplazamiento reportados del Caso 1, previo a aplicar métodos de suavizado.
En esta figura, los triangulos rojos corresponden a los datos obtenidos luego de la
digitalizacion de las gréficas, estos poseen un espaciado de tiempo aleatorio, los cuales
son entregados de manera imprevisible por el aplicativo con el que se procedié con esta
actividad (WebPlotDigitalizer- https://apps.automeris.io/wpd/). Por su parte, los cuadrados
verdes fueron obtenidos posteriormente, luego de efectuar interpolaciones de los registros
digitalizados, estos mantienen un espaciado de tiempo constante, el cual fue indicado en
trabajo de Graham [39], donde mencionaba el nimero de datos registrados por hora por
el equipo que ejecutaba el monitoreo. Como se puede ver en la tendencia de

desplazamiento, ambas series describen un comportamiento idéntico.

Ahora, en la Figura 3-18, se presentan las gréficas del calculo la velocidad de
desplazamiento para cada una de las series indicadas en el parrafo anterior. Alli, puede
observarse que, para los datos donde el Yo se mantiene constante, hay menor oscilacién
de los datos de la tasa de cambio, conservando una tendencia mas consistente de los de
la pendiente de la velocidad, lo cual es corroborarle por el coeficiente R?, del ajuste lineal

del comportamiento que describen.

Resultados idénticos a los mencionados se encontraron en cada uno de los casos

evaluados en la primera evaluacion del modelo, asi que luego de esta, se concluy6 que
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para la pendiente de la velocidad fuese mas uniforme y, por ende, que los resultados de
las predicciones tuviesen un mejor desempenfo, es recomendable que la metodologia se

aplique en monitoreos que reporten lecturas con Yo equivalentes.

Con lo anterior, también se determiné que ya que los arreglos de datos ¢, corresponden a
un mismo de espacio de tiempo de una (1) hora, y el ¥o seria constante, es conveniente
para la uniformidad de la evaluaciones establecer a Yo como un valor unitario, y asf las
tasas de deformacion se mantendrian por debajo del centenar y serian equiparables entre
si, para cada evaluacion de la metodologia en cada uno de los diferentes caso.

Figura 3-17: Registros de deformacién del Caso 1, con datos tomados a un Yo uniforme
y con un Yovariable.
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Figura 3-18: Registros de velocidad deformaciondelCasol, con dat os tomados a
uni forme y con un @&t wvariable.
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A Procesamiento Lookback.

En los andlisis predictivos mediante inteligencia artificial, donde se emplean series
temporales, es usual que los datos de entrada al modelo sean agrupados como arreglos
de varios registros de datos (0 sefiales) que seran considerados en conjunto para
determinar el valor a predecir. Este protocolo de procesamiento es comunmente
denominado Lookback [42], y se usa para predecir tanto valores nominales como los
posibles valores futuros de la serie de tiempo, como para predecir valores categoéricos,
como es el caso del presente estudio.

En la Figura 3-19, se esquematiza el sistema de procesamiento de datos mediante la
metodologia de Lookback para una posterior prediccién de un target asociado a los niveles
de alerta definidos. Como ya ha sido mencionado, para cada proceso de prediccion se
agrupara un set de datos que estara constituido por el nUmero de datos correspondiente a
una ventana de tiempo de una hora, para los casos de evaluacion propuestos, estos seran
sets de entre 8 y 20 lecturas registradas en distintos momentos. Para el proceso de
evaluacién del modelo, la ventana de tiempo para la prediccién se desplazara una unidad
de registro a la vez hasta abordar la totalidad de los datos, una vez puesto en produccion

el modelo, este podria realizar su prediccién con cada captura de datos en tiempo real.

Figura 3-19: Esquema generalizado del Lookback para prediccién de datos categoricos.

to ty ty t.. ti |tiv1 |Liso Ligee Target

‘ n= 1IH07faI I ‘ Estable

| ‘ n =1Hora ‘ Alarma
‘ n=1Hora \ Estable

Fuente: Elaboracién propia.

La Figura 3-20, muestra a modo de ejemplo dos tablas con lecturas de datos de tasas de
desplazamiento unitario, la de la izquierda muestra la disposicion tipica en que se
presentan este tipo reportes, en ella se ven recuadros de colores que indican ventanas de
tiempo de una hora que se desplazan a lo largo de los datos. La tabla de la derecha

presenta los mismos datos luego de aplicado el Lookback, resaltando con cada color la
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ventana con la que corresponde en la tabla de la izquierda. Finalmente, cada una de las
filas que compone esta Ultima tabla seran los datos que se emplearan para ejecutar las

pruebas de validacién y que su vez se usarian en una puesta en produccién del modelo.

Figura 3-20: Ejemplo del procesamiento del procesamiento del Lookback.

date Sefial
20/08/2008 1:38 | 0,004 date Sefial_0|Sefial_1|Sefial_2|Sefial_3|Sefial_4|Sefial_5 Sefial_6|Sefial_7|Sefial_8|Sefial_9|Sefial 10
20/08/2008 1:44 | 0,006 2008-08-20 02:38:00/ 0,004 | 0,006 | 0,008 | 0,010 | 0,012 | 0,013 | 0,013 | 0,013 | 0,012 | 0,011 | 0,009
20/08/2008 1:50 | 0,008 | |2008-08-2002:44:00) 0,006 | 0,008 | 0,010 | 0,012 | 0,013 | 0,013 | 0,013 | 0,012 | 0,011 | 0,009 | 0,007
20/08/20081:56 | 0,010 | [5008.08-20 02:50:00| 0,008 | 0,010 | 0,012 | 0,013 | 0,013 | 0,013 | 0,012 | 0,011 | 0,009 | 0,007 | 0,007
20/08/2008 2:02 | 0,012 | [5008 08 0 02:56:00] 0,010 | 0,012 | 0,013 | 0,013 | 0,013 | 0,012 | 0,011 | 0,009 | 0,007 | 0,007 | 0,006
iﬁﬁ;ig ii’i g‘giz 2008-08-20 03:02:00) 0,012 | 0,013 | 0,013 | 0,013 | 0,012 | 0,011 | 0,009 | 0,007 | 0,007 | 0,006 | 0,006
20/08/2008 2:20 0:013 2008-08-20 03:08:00| 0,013 | 0,013 | 0,013 | 0,012 | 0,011 | 0,009 | 0,007 | 0,007 | 0,006 | 0,006 | 0,006
20/08/2008 226 | 0012 | |2008:08-2003:14:00] 0,013 | 0,013 [ 0,012 | 0,011 [ 0,009 [ 0,007 | 0,007 [ 0,006 [ 0,006 [ 0006 [ 0,006
20/08/2008 232 | 0,011 | |2008-08-2003:20:00| 0,013 [ 0,012 | 0,011 [ 0,009 [ 0,007 [ 0,007 | 0,006 [ 0,006 | 0,006 | 0,006 | 0,007
20/08/2008 2:38 | 0,000 | |2008-08-2003:26:00] 0,012 [ 0,011 [ 0,009 [ 0,007 | 0,007 [ 0,006 | 0,006 | 0,006 [ 0,006 [ 0,007 | 0,07
20/08/ 2006 2.44 | 0,007 | |2008-08-2003:32:00] 0,011 | 0,009 | 0,007 | 0,007 [ 0,006 | 0,006 | 0,006 | 0,005 | 0,007 | 0,007 | 0,007
20/08/2008 2:50 | 0,007 | |2008-08-2003:38:00] 0,009 | 0,007 | 0,007 | 0,006 | 0,006 | 0,006 | 0,006 | 0,007 | 0,007 | 0,007 | 0,009
30/08/2008 2:56 | 0,006 | |2008-08-2003:44:00] 0,007 | 0,007 | 0,006 | 0,006 | 0,006 | 0,006 | 0,007 | 0,007 | 0,007 | 0,009 | 0,011
20/08/2008 3:02 | 0,006 2008-08-20 03:50:00| 0,007 | 0,006 | 0,006 | 0,006 | 0,006 | 0,007 | 0,007 | 0,007 | 0,009 | 0,011 | 0,014
20/08/2008 3:08 | 0,006 | |2008-08-2003:56:00] 0,006 | 0,006 | 0,006 | 0,006 | 0,007 | 0,007 | 0,007 | 0,009 | 0,011 | 0,014 | 0,017
20/08/2008 3.14 | 0,006 | |2008-08-2004:02:00) 0,006 | 0,006 | 0,006 | 0,007 | 0,007 | 0,007 | 0,009 | 0,011 | 0,014 | 0,017 | 0,020
20/08/20083:20 | 0,007 | |2008-08-2004:08:00/ 0,006 | 0,006 | 0,007 | 0,007 | 0,007 | 0,009 | 0,011 | 0,014 | 0,017 | 0,020 | 0,021
20/08/2008 3:26 | 0,007 2008-08-20 04:14:00| 0,006 | 0,007 | 0,007 | 0,007 | 0,009 | 0,011 | 0,014 | 0,017 | 0,020 | 0,021 | 0,021
20/08/20083:32 | 0,007 | [2008-08-2004:20:00] 0,007 | 0,007 | 0,007 | 0,009 | 0,011 | 0,014 | 0,017 | 0,020 | 0,021 | 0,021 | 0,020
| 20/08/2008 3:38 | 0,009 2008-08-20 04:26:00| 0,007 | 0,007 | 0,009 | 0,011 | 0,014 | 0,017 | 0,020 | 0,021 | 0,021 | 0,020 | 0,019
20/08/2008 3:44 | 0,011 2008-08-20 04:32:00| 0,007 | 0,009 | 0,011 | 0,014 | 0,007 | 0,020 | 0,021 | 0,021 | 0,020 | 0,013 | 0,018
20/08/2008 3:50 | 0,014 | [2008-08-20 04:38:00] 0,009 [ 0,011 | 0,014 | 0,017 [ 0,020 | 0,021 | 0,021 | 0,020 | 0,019 | 0,018 [ 0,019
20/08/2008 3:56 | 0,017 | |3008-08-2004:44:00) 0,011 | 0,014 | 0,017 | 0,020 | 0,021 | 0,021 | 0,020 | 0,019 | 0,018 | 0,019 | 0,018
20/08/2008 4:02 | 0,020 | (5058 68 70 04:50:00 0,014 | 0,017 | 0,020 | 0,021 | 0,021 | 0,020 | 0,019 | 0,018 | 0,019 | 0,018 | 0,018
20/08/2008 4:08 | 0,021 | 5008 08 20 04:56:00] 0,017 | 0,020 | 0,021 | 0,021 | 0,020 | 0,019 | 0,018 | 0,019 | 0,018 | 0,018 | 0,017

20/08/2008 4:14 | 0,021 2008-08-20 05:02:00| 0,020 | 0,021 | 0,021 | 0,020 | 0,019 | 0,018 | 0,019 | 0,018 | 0018 | 0,017 | 0,016

20/08/2008 4:20 | 0,020
20;03;20!:3 226 | 0,019 2008-08-20 05:08:00| 0,021 | 0,021 | 0,020 | 0,019 | 0,018 | 0,019 | 0,018 | 0,018 | 0,017 | 0,016 | 0,015
20/08/2008 4:32 | 0,018 2008-08-20 05:14:00| 0,021 | 0,020 | 0,019 | 0,018 | 0,019 | 0,018 | 0,018 | 0,017 | 0016 | 0,015 | 0,015

20/08/2008 4:38 | 0,019
Fuente: Elaboracién propia

A Lookback y verificacién de la variabilidad de los datos.

El RMSE (en inglés: root-mean-square error) o la raiz del error cuadratico medio, es una
métrica estadistica que se utiliza para determinar el promedio de las desviaciones o
dispersiones de una serie de datos observados respecto a una funcion matematica
estimada para representar el comportamiento de un conjunto de datos. En el calculo del
RMSE, se denomina residual a la diferencia entre el valor estimado y el valor observado o
medido, entre menor sean estos residuales indica que los datos se ajustan en mayor
medida a la funcion, sea lineal, polinébmica, exponencial, etc., escogida para recrear la

tendencia de los datos.

La raiz error cuadrético del promedio de todos los residuales indica la distancia media entre
el set de datos observados, y la funciébn matematica escogida para determinar la tendencia

de los datos. En la Figura 3-21, se puede ver una representacion grafica de un set de
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datos ajustados a una tendencia lineal, junto con los residuales y la formulacion del RMSE.
Utilizado en contextos de monitoreo de instrumentacién geotécnica, esta métrica puede
utilizarse para medir la dispersion real de los datos de un instrumento durante su etapa de
operacién, permitiendo asi, determinar el factor conocido como el rango de precision

instrumental.

Figura 3-21: Representacion grafica y formulacion del RMSE.

n 2
RMSE = Z Vest — Yobs)
n

i=1

@ Valor medido
! Residuales

# Ajuste lineal

Fuente: Elaboracién Propia.

Durante las primeras iteraciones se consideré que este pardmetro podria ofrecer a los
datos sintéticos un factor de variabilidad con un mayor grado de ajuste a la dispersion
observada en la toma de lecturas del instrumento, con relacién a los valores de rango de
precision propuestos en las fichas técnicas de los proveedores de los equipos de

monitoreo.

En relacion con el parrafo anterior, se ejecuta el procedimiento de Lookback en las lecturas
de desplazamiento, organizandose estos registros como sets de datos de ¢ componentes,
similar como se observa en la tabla derecha de la Figura 3-20. Finalizado esto, se procede
a generar un ajuste lineal de cada uno de estos conjuntos mediante el método de minimos
cuadrados. Este ajuste es finalmente asociado mediante el RMSE con los registros de

datos de cada conjunto, obtenido un valor de variabilidad en cada set de prueba. Al final,
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el promedio de los RMSE de todos los sets de datos, seria el valor de variabilidad que se

aplicaria para la generacion de los datos sintéticos del entrenamiento del modelo.

En la Figura 3-22, se ilustra cémo se observaria el RMSE para distintas ventanas de
evaluacion ¢, si se determinara de forma continua y no como conjuntos de datos estilo
Lookback. A nivel general, para periodos de tiempo de una hora, la tendencia lineal
representa bien el comportamiento de los datos. No obstante, estos tienden a presentar
mayores valores de RMSE al acercarse al momento de falla, y mas especialmente, luego
de este, aquello debido a que posterior al fallo los datos suelen presentar una tendencia
tipo logistica o en forma de S, al superar el momento de mayor velocidad de la curva de
desplazamiento, dificultando asi un ajuste lineal. En todo caso, en el tiempo previo al
colapso, que es justo el momento mas relevante para un sistema de alerta, la
determinacion de un rango de precisiébn mediante segmentos de datos lineales sugiere un

grado de certeza matematica y geotécnica razonable para su aplicacién.

Figura 3-22: Ejemplo de determinacion del RMSE en distintas ventanas de tiempo.
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Fuente: Elaboracion propia.

3.3.2 Ejecucién del modelo SVM.

Una vez preparados los datos de entrenamiento y procesados los datos de prueba, se
ejecutaron las primeras evaluaciones del modelo iniciando con el método de SVM. Las
métricas arrojadas en las matrices de confusion indicaron un desempefio pobre en las
predicciones, en tres casos evaluados las matrices de confusion mostraron cantidad de
datos con predicciones no acertadas, y no mostraban una mejora sustancial incluso luego
de cambios de dimensionalidad. En la Figura 3-23 y Figura 3-24, se presentan las
matrices de confusion de uno de los casos evaluados.
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En cada caso evaluado, los resultados mostraron que el modelo presentaba un sesgo
hacia una de las categorias, tendiendo a predecir la mayoria de los datos hacia el nivel de
alerta en que se encontraba sesgado. Estos resultados fueron interpretados como la
incapacidad de los vectores soporte para generar un hiperplano que pudiese separar de
manera detallada los sets de datos para cada nivel de alerta. Ademas, también se
considera la posibilidad de que los aumentos en dimensional, especialmente la polinébmica,
en cada aumento de grado acentuara el componente parabdlico de los datos, haciendo
mas complicado limitar los distintos niveles de alerta mediante planos o lineas rectas.

Mediante una evaluacién de componentes principales determinando los eigen valores del
modelo podria ser podria explicarse como mayor rigurosidad porque el método de SVM no
funciond correctamente, no obstante, luego de estos resultados preliminares positivos con
el método de los arboles de decisién se determina no dar continuidad con SVM, sin
profundizar en la explicabilidad de su poco acople con el fenémeno.

Figura 3-23: Métricas de desempefio del modelo con SVM con kernel Lineal y polinémico
de grado 2.

Kernel Lineal Kernel Polinémico grado 2
Precision | Recall | F1-Score |Nro.Datos Precision | Recall | F1-Score |Nro.Datos
Alerta 0,92 0,04 0,07 304 Alerta 1,00 0,04 0,08 304
Alarma 0,10 0,53 0,17 101 Alarma 0,00 0,00 0,00 101
Estable 093 0,75 0,83 823 Estable 0,68 1,00 0,81 823
Accuracy | 0,56 | 1228 Accuracy | 0,68 | 1228
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r 300

true label
true label

- 200

100

Alerta Alarma Estable Alerta Alarma Estable
predicted label predicted label

Fuente: Elaboracién Propia.



74 Prediccion de alertas de falla para planes de monitoreo geotécnico

Figura 3-24: Métricas de desempefio del modelo con SVM polinbmico de grado 3 y
grado 4.

Kernel Polindbmico grado 3 Kernel Polinémico grado 4
Precision | Recall | Fl-Score |Nro. Datos Precision | Recall | F1-Score |Nro.Datos
Alerta 1,00 0,02 0,05 304 Alerta 1,00 0,03 0,06 304
Alarma 0,00 0,00 0,00 101 Alarma 0,00 0,00 0,00 101
Estable 0,67 1,00 0,81 823 Estable 0,68 1,00 0,81 823
Accuracy | 0,68 | 1228 Accuracy | 0,68 | 1228

true label
true label

Alerta Alarma Estable Alerta Alarma Estable
predicted label predicted label

Fuente: Elaboracion propia.

3.3.3 Arboles de decision.

La primera evaluacién del modelo utilizando el método de los arboles de decision arrojo
resultados sobresalientes en las métricas de la matriz de confusion, esto tanto al evaluar
los casos donde se registraba informacion del &rea total como el pixel inicial (Ver
Figura 3-25).

Con estos resultados iniciales se encontr6 que el método es consistente con sus
predicciones, sugiriendo un importante grado de acople entre metodologia del Inverso de
la Velocidad del desplazamiento y el método de aprendizaje supervisado. A partir de los
resultados obtenidos se determind continuar Unicamente con este sistema. En el capitulo
de andlisis de resultados se presentaran los productos de las predicciones con los demas
€asos propuestos.
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Figura 3-25: Métricas de desempefio del modelo con Arboles de Decision.

Analisis Pixel

Precision | Recall F1-Score |Nro.Datos
Alerta 1,00 0,99 1,00 330
Alarma 0,77 1,00 0,87 77
Estable 1,00 0,98 0,99 848
Accuracy | 0,98 1255
Alarma - 328 2 0
)
o
2 Alerta A 0 77 0
Q
I~
(=
Estable 0 21
Alarma Alerta Estable

Predicted label

Fuente: Elaboracion propia.
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4 An8l i sis de. Resultados

A continuacion, se presentan los resultados del proceso de entrenamiento de modelo, asi
como las predicciones y métricas obtenidas en cada uno de los casos evaluados. En la
seccion 4.1, se presenta un grafo del arbol de decisién del modelo entrenado. Este grafo
representa el orden légico en la toma de decisiones que realiza el modelo para clasificar
el set de datos en cada una de las categorias establecidas [33].

En la seccion 4.2, se presentardn como tal los resultados de la evaluacion del modelo para
cada uno de los casos analizados, alli se mostrard una grafica del desplazamiento
registrado por el equipo de monitoreo, indicando con colores rojo (Alarma),
amarillo (Alerta) y verde (Estable) el nivel de alerta que predijo el modelo en cada instancia
de tiempo de la evaluacién. Ademas, se podra observar la curva del Inverso de la Velocidad
del desplazamiento indicando el inicio de su tendencia lineal y, por ultimo, pero mas

importante, el momento en que fue reportada la falla del sitio monitoreado.

En los casos de estudio tomados de bibliografia, se presentara un paralelo de los de la
evaluaciéon de modelo para un mismo colapso, pero teniendo en cuenta dos tipos de
registros, el correspondiente al area total de la zona siniestrada y del pixel que registré la
deformacién inicial de este fenémeno. Con esta evaluacion se pretende simular de manera

virtual el monitoreo redundate de un talud.

Para el caso de estudio propio, se presenta en contraste la aplicacion del modelo bajo dos
alternativas de suavizado, la primera correspondiente a los datos pre-procesados en la
fcaja negrad  dddtivare suministrado por el proveedor del radar. En donde los datos son
capturados con espacios de tiempo de 6 minutos, pero entregados para analisis
geotécnico en periodos de una (1) hora. En el segundo caso, se utilizaran los datos en su

estado crudo y se aplicara el sistema de Media Total explicado en la seccién 3.3.1.

Hacia la seccion 4.3, se analiza el caso de las falsas alarmas del método del Inverso de la
Velocidad del desplazamiento, en donde esta metodologia sugiere alertas de falla

inminentes para un periodo de tiempo que puede llegar significativamente anterior al
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momento en que realmente ocurrid el siniestro. Con lo anterior, se plantea una estrategia

del modelo propuesto, para abordar este tipo de error de prediccion.

Finalmente, en la seccion 4.4, se hace una evaluaciébn general del modelo y su
aplicabilidad en sistema del monitoreo geotécnico continuo, sirviendo de preambulo para

las conclusiones finales del trabajo.

4.1 Entrenamiento del modelo.

Tal como se menciond en la seccién 3.3.3, los arboles de decision son ampliamente
utilizados en sistema de aprendizaje autbmata debido a su facilidad de acoplarse a un
modelo, y por la facilidad que presentan a la hora de entender la l6gica que se emplea en
la prediccién para llegar a su resultado [33]. La forma mas habitual de comprender el
proceso de aprendizaje al que ha llegado el modelo, es mediante un grafo del arbol
autoconstruido por el método de aprendizaje de maquinas mediante los datos de

entrenamiento.

En la Figura 3-25, se presenta el grafo resultado del entrenamiento del modelo con arboles
de decision, en él puede notarse como el modelo dictamina la categoria del conjunto de
datos a predecir a través de la seleccion de valores entre las variables. Alli debe resaltarse
gue modelo presenta total concordancia con el sistema de subconjuntos realizado para los

datos de entrenamiento de la Figura 3-3.

Como parte de la validacion del modelo, especialmente para sefialar la no existencia de
una condicion de sobreajuste, luego del ejercicio de entrenamiento se procede con la
ejecucion de una prueba de validacion cruzada, sus resultados se pueden observar en la
Tabla 4-1. Los resultados de esta prueba, donde se implementaron 10 segmentos de datos
de validacién, demuestran que como en cada caso las métricas de desempefio son
similares, el método no presenta un sobreajuste dado que es capaz de mantener un buen

rendimiento siendo entrenado y probado con diferentes sets de datos.
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Figura 4-1: Grafo del entrenamiento del arbol de decision.

Pendiente = 0.002
gini = 0.568

samples = 2997
value = [333, 999, 1665]
class = Estable

True False
2 =0.65
gini= 061
samples = 1998
value = [333, 999, 666]
class = Alerta

Pendiente = 9.035
gini = 0.32
samples =5
value =[1 4, 0]
class = Alerta

R2 =0.802
gini = 0375
samples = 1332
value = [333, 999, 0]
class = Alerta

Pendiente =0.018
gini=05
samples = 661
value = [332 329, 0]
class = Alarma

Fuente: Elaboracion propia.

Tabla 4-1: Resultados de la validacion cruzada del entrenamiento con los arboles de
decision.

Cross - Validation

Fold |Accuracy|Precision| Recall |F1-Score
1 0,997 0,997 0,990 0,993
2 1,000 1,000 1,000 1,000
3 1,000 1,000 1,000 1,000
4 1,000 1,000 1,000 1,000
5 0,993 0,996 0,993 0,995
6 0,997 0,997 0,990 0,993
7 1,000 1,000 1,000 1,000
8 0,997 0,997 0,990 0,993
9 1,000 1,000 1,000 1,000
10 1,000 1,000 1,000 1,000

Media] 0998 | 0999 | 0996 | 0,997

Fuente: Elaboracién propia.
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4.2 Métricas.

A continuacion, de la Figura 4-1 a la Figura 4-27, se presentan la totalidad los resultados
de los casos evaluados en este proyecto. A nivel general, se puede observar que las
predicciones realizadas mediante la implementacion de modelos basados en arboles de
decision presentan resultados sobresalientes basados en las métricas de desempefio.

Normalmente, los valores de exactitud en cada uno de los casos se mantienen por encima
de 0,98, siendo muy poco frecuente que alguna métrica se presente por debajo de 0,8 y
usualmente, cuando sucede, se asocia a algun desacierto en la clasificacion de la

categoria Alerta, especialmente cuando hay poca cantidad datos con esta etiqueta.

Respecto a los datos tomados de biografia, y a las diferencias entre los datos del Area
Total y Pixel, puede observarse que a grandes rasgos presentan resultados bastante
similares respecto al desplazamiento, no obstante, al tratarse de los datos del Inverso de
la Velocidad del desplazamiento y su inicio de la linealizacion de los datos, suelen
acentuarse ligeras diferencias. Tampoco es de extrafiar, que incluso cuando las métricas
de exactitud sean del orden de 0,99 o 1,00 en cada caso (Area Total y Pixel), presenten
diferentes cantidades de datos para cada etiqueta. De cualquier manera, y lo mas relevante
de los resultados es que, siempre se genera al menos un (1) nivel de Alarma previo al
momento de falla, aunque pueden reportarse en momentos de tiempo distintos, producto

de las diferencias mencionadas.

Dicho lo anterior, es razonable asumir que el paralelo entre Area Total y Pixel podria
considerarse virtualmente como datos de instrumentos redundantes, donde en cada cual
se obtuvieron predicciones con un importante nivel de acierto, indicando la aplicabilidad
del modelo bajo diferentes datos de monitoreo, y ademas demuestran responden a un

proceso de entrenamiento optimo sin recaer en condicion de sobreajuste.

Respecto al caso propio de estudio, dada la pobre densidad de un dato por hora, para
poder aplicar el procesamiento de los datos y la correcta ejecucion del modelo se debid
establecer una ventana de tiempo de analisis 5 horas para este caso. Es importante notar
gue al pasar de usar un dato por hora a un dato cada 6 minutos, se pasé de evaluar 982
sets de datos a 7188, aumentando considerablemente las validaciones realizadas por el
modelo. Con este incremento la gran mayoria de estos datos aumentaron en la categoria

de Estable, y Alerta, pasando de 928 sets a 7054 y de 26 a 177 sets, respectivamente.
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Con relacién a la categoria Alarma, este pasé de 26 conjuntos de datos a 17, presentando

asi el menor cambio.

Revisando en paralelo los resultados de la Figura 4-22 a la Figura 4-23, podria inferirse
en primera instancia que luego del cambio de volumen de datos de evaluacién no se
presentan mayores diferencias, pues se sigue teniendo un nimero similar de Alarmas y
espaciadas en momento del tiempo. No obstante, verificando en detalle los periodos
previos a |l os momentos de falla, puede notarse
ejecutar métodos de suavizado con vista al futuro, genera un regazo en el reporte de datos,
perdiendo tiempo valioso previo al colapso del frente monitoreado. Esto se puede apreciar

mejor en la comparacion de la Figura 4-24 y la Figura 4-25.

4.2.1 Caso 1.

Figura 4-2: Prediccién de niveles de alerta con relacién a deformacion e Inverso de la
Velocidad del desplazamiento Caso 1 Pixel.
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Figura 4-3:  Prediccion de niveles de alerta con relacion a deformacion e Inverso de la
Velocidad del desplazamiento Caso 1 Area total.
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Figura 4-4:  Métricas de desempefio de la evaluacion de modelo con datos del Pixel
inicial y Area Total Caso 1.

Andlisis Pixel Analisis Area Total.
Precisi: Recall F1-Score |Nro.Datos Precision | Recall F1-Score |Nro.Datos
Alerta 1,00 0,99 1,00 330 Alerta 1,00 1,00 1,00 304
Alarma 0,77 1,00 0,87 77 Alarma 0,99 1,00 1,00 101
Estable 1,00 0,98 0,99 348 bl 1,00 1,00 1,00 823
Accuracy | 0,98 1255 Accuracy 1,00 1228
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Alarma 328 2 0 700 Alarma 303 1 0 700
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3
= 2
300 F 300
200 200
Estable 0 21 827 Estable 0 0 823
100 100
' : 0 , ‘ 0
Alarma Alerta Estable Alarma Alerta Estable
Predicted label Predicted label

Fuente: Elaboracion propia.
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4.2.2 Caso 2.

Figura 4-5: Prediccién de niveles de alerta con relacién a deformacién e Inverso de la
Velocidad del desplazamiento Caso 2 Pixel
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Figura 4-6: Prediccidon de niveles de alerta con relacién a deformacién e Inverso de la
Velocidad del desplazamiento Caso 2 Area total.
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Figura 4-7: Métricas de desempefio de la evaluacion de modelo con datos del Pixel
inicial y Area Total Caso 2.

Anélisis Pixel Andlisis Area Total.
Pi Recall F1-Score |Nro.Datos Precision Recall F1-Score |Nro. Datos
Alerta 1,00 0,90 0,95 21 Alerta 1,00 1,00 1,00 25
Alarma 0,78 1,00 0,88 7 Alarma 1,00 1,00 1,00 21
Establ. 1,00 1,00 1,00 106 Estable 1,00 1,00 1,00 88
Accuracy | 0,99 134 Accuracy 1,00 134
100 80
Alarma A 19 2 o] Alarma 4 25 0 0 10
80
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T Merta 1 0 7 0 2 Alerta 1 o 21 0
El g 40
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20
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T T 0 T T 0
Alarma Alerta Estable Alarma Alerta Estable

Fuente: Elaboracion propia
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Figura 4-9:
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Figura 4-10: Métricas de desempefio de la evaluacion de modelo con datos del Pixel
inicial y Area Total Caso 3.
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4.2.4 Caso 4.

Figura 4-11: Prediccidén de niveles de alerta con relacién a deformacién e Inverso de la

Velocidad del desplazamiento Caso 4 Pixel.

Caso 4 Pixel
200 - 10
1 Hora v
T 180 -9
B
& 160 g
=
B 140 ya L7
b
8
- 120 -6
>
£ 100 -5
[}
©
2 80 s
@
2 60 u -3
40 -2
20 -1
o 111 L,
I\ o9 o o0 &
o ¥ o B o'
\© \O \O \0 \0
e e W W N
) ) A9 ) )
——InVel s Falla Ini. Linealidad Desplazamiento o Estable Alerta o Alarma

Fuente: Elaboracién propia

Desplazamiento [mm]

Figura 4-12: Prediccién de niveles de alerta con relacién a deformacién e Inverso de la

Velocidad del desplazamiento Caso 4 Area total.
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Figura 4-13: Métricas de desempefio de la evaluacion de modelo con datos del Pixel
inicial y Area Total Caso 4.

Analisis Pixel

Andlisis Area Total.
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Fuente: Elaboracién propia
4.2.5 Caso 5A.
Figura 4-14: Prediccién de niveles de alerta con relaciéon a deformacién e Inverso de
Velocidad del desplazamiento Caso 5A Pixel.
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Figura 4-15: Prediccion de niveles de alerta con relacion a deformacion e Inverso de la
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Figura 4-16: Meétricas de desempefio de la evaluacion de modelo con datos del Pixel
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4.2.6 Caso 5B.

Figura 4-17: Prediccién de niveles de alerta con relacion a deformacién e Inverso de la
Velocidad del desplazamiento Caso 5B Area total.

Fuente: Elaboracién propia

Figura 4-18: Métricas de desempefio de la evaluacion de modelo con datos del Area
Total Caso 5A.

Andlisis Area Total.

Fuente: Elaboracion propia



















































