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Resumen

Muchas organizaciones utilizan vehiculos de diferente indole como parte de sus mode-
los de negocio, los cuales requieren monitoreo en tiempo real para garantizar su correcto
funcionamiento y cumplimiento de su labor. Para realizar estas tareas, deben contar con
datos geograficos precisos y actualizados, especificamente mapas y mallas viales, los

cuales son costosos de adquirir.

En el presente trabajo se propuso, disefig, implement6 y validé un sistema de identi-
ficacién y caracterizaciéon dindmica de malla vial utilizando datos generados por dis-
positivos IoT y minerfa de datos, aplicando algoritmos de agrupacién y clasificacion,
para la empresa AZLOGICA, empresa colombiana de soluciones de IoT y telematica.
Este sistema fue implementado en un servidor en la nube con el fin de poder integrarse

facilmente con sistemas de monitoreo y logistica de activos méviles.

El sistema propuesto estd disefiado para aprovechar los datos de GPS transmitidos por
equipos IoT instalados en vehiculos, identificando vias a partir de los mismos con el
fin de actualizar datos de malla vial que posea la organizacién e incluso detectar nue-
vas vias no contempladas en la misma. Asi mismo, utilizando variables adicionales del
vehiculo, proveidas también por el dispositivo, el sistema es capaz de generar alarmas
preventivas que alertan al conductor en caso de que puedan presentarse eventos de ries-
go en su trayectoria, los cuales a su vez pueden utilizarse para caracterizar la malla vial
mediante zonas de riesgo.

Las ventajas del sistema radican principalmente en la reduccién de costos operacionales
asociados a la adquisicién de datos geogréficos de malla vial, utilizando datos geografi-
cos propios de las organizaciones; en adicion a proveer una herramienta adicional que
permite reducir la probabilidad de ocurrencia de accidentes o siniestros de sus vehicu-
los.

El sistema sobresale por su fécil integracion con otros sistemas de monitoreo asi como
la calidad de sus resultados, los cuales fueron validados por expertos del sector, quienes
resaltaron tanto su utilidad como el valor agregado que otorga en aplicaciones practicas
reales.

Palabras clave: IoT, Mineria de datos, Identificacién de malla vial, Prevencion de acci-
dentes, Monitoreo de activos modviles
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Abstract

Many organizations use vehicles in their everyday operations as part of their business
models, which requires real time monitoring and control in order to guarantee their co-
rrect performance and fulfilment of their tasks. To perform this task, organizations must
have precise and update geographical data, specifically maps and road network data,

which are expensive to acquire.

In the following project a dynamic identification and characterization system for road
network was proposed, design, implemented and validated using data from IoT devi-
ces and data mining, applying clustering and classification algorithms for the company
AZLOGICA, a colombian IoT and telematics enterprise. This system was deployed on
a cloud server with the purpose of being easily integrable with monitoring and logistic
mobile assets systems.

The proposed system is design to take advantage of GPS data transmitted by IoT de-
vices installed on vehicles, identifying roads from these with the purpose of updating
existing road network data of the organization and even detect new roads not included
yet in the network itself. Likewise, by using additional vehicle data obtained from the
devices, the system is capable of generate preventive alarms that alert the driver in case
there is a possibility of occurrence of a risk event in its path, which in turn can be used
for characterizing the road network through risk areas.

The system advantages relay on reducing the operational cost associated to geographi-
cal road network data acquisition by using organizations own geographic data, plus it
provides an additional tool that helps reduce accidents occurrence probability on their
vehicles.

The system excels by its easy integration with other systems and the quality of its re-
sults, which were validated by experts in the field, who highlighted both its utility and
value-added services the system grants in real life applications and cases.

Keywords: IoT, Data Mining, Road network identification, Accident prevention, Mobile

assets monitoring.
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Capitulo 1

Introduccion

La informacion cartogra ca es de suma utilidad para varios tipos de organizaciones
cuya operacion y/o modelo de negocio depende considerablemente del monitoreo de
activos maviles como lo son: cadenas de distribucion, logistica, transporte, agricultura,
aseguradoras, entes gubernamentales, por mencionar algunas. En la actualidad existe
una gran cantidad de oferentes de informacién cartogra ca, los cuales ofrecen mapasy
datos de alta resolucion y detalle, asi como un gran portafolio de servicios y herramien-
tas sobre los mismos. Google Maps, Arcgis y Bing Maps, son algunas de las empresas
gue ofrecen sistemas de informacion geogréa ca (SIG) y mapas a nivel comercial. Existen
alternativas libres como QGis y OpenStreetMaps, sin embargo dado que sus licencias
son de software libre, su aplicacion y uso puede no ser idéneo en ciertos casos, al tratar
con informacion sensible y de uso enteramente privado, como puede ser el caso de un
mapa de malla vial sobre un area privada.

Debido al aumento de la movilidad y el crecimiento de las ciudades y zonas rurales, la
malla vial se ha ajustado acorde a estas nuevas necesidades, lo cual genera constantes
desfases entre la cartografia actual disponible y la malla real. Las empresas que ofrecen
servicios de mapas comerciales son consientes de este problema y constantemente rea-
lizan actualizaciones sobre sus mapas. El problema de las soluciones comerciales es su
alto costo. Tanto Google como Bing Maps no ofrecen mapas directamente sino servicios
sobre capas de cartografia propias de cada empresa, limitados hasta cierta cantidad de
peticiones/solicitudes al mes para uso gratuito, que son insu cientes para empresas y
organizaciones que requieran uso constante de los mismos, las cuales deben adquirir
licencias comerciales cuyo costo comienza en 200 dolares al mes para los paquetes y
funcionalidades mas basicos y aumenta conforme se agreguen mas herramientas y fun-
cionalidades avanzadas [6]. Asi mismo licencias de SIG como Arcgis rondan entre 800 a
4200 dolares anuales para versiones de escritorio [7], por lo cual una licencia empresa-
rial se puede asumir costara al menos 8,000-10,000 dolares anuales.

Asi mismo, realizar levantamientos cartogra cos propios generan costos de operacion
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y desafios considerables. Primero, se debe contar con equipos y/o vehiculos dedicados,
equipados con dispositivos especializados dependiendo del tipo de informacion que

se desee recolectar. Segundo, se debe contar con personal capacitado capaz de realizar
las tareas propias del levantamiento, procesamiento, re namiento e integracion de los
datos obtenidos, tarea cuyos costos de tiempo y dinero aumentan al aumentar el tamafio
del &rea geografia a cubrir. Tercero, no basta con realizar esta tarea una Unica vez, puesto
gue como se menciono anteriormente la malla presenta cambios en el tiempo de forma
continua; por ende se debe destinar un presupuesto periodico para la ejecucion de estas
tareas.

Todos estos factores repercuten considerablemente en la ejecucién de labores de la orga-
nizacion, teniendo que destinar recursos fisicos y humanos para realizar dichas tareas,
los cuales podrian ser usados para desarrollar actividades con mayor impacto en el cre-
cimiento de la misma. Por otro lado, estas organizaciones cuentan con grandes cantida-
des de datos geogra cos, en forma de reportes de transmision de GPS o de dispositivos,
los cuales de poder ser utilizados para realizar estas tareas, aportaria considerablemente
a la organizacién disminuyendo en gran medida los costos de actualizacion de informa-
cion geogra ca. Ademas, utilizando variables y datos adicionales de las transmisiones,
asociados al dispositivo o vehiculo que transmite, es posible generar herramientas pro-
pias que provean valor agregado a la informacion cartogra ca que se posee.

El sistema propuesto busca explotar ese potencial existente en los datos transmitidos
por dispositivos 10T, los cuales a parte de contener datos geogra cos, contienen a su
vez variables de interés que pueden utilizarse para bien dar mayor contexto a la infor-
macién geogra ca recolectada, caracterizandola mediante atributos de interés o bien,
herramientas especializadas que aportan valor agregado a los procesos de la organiza-
cion, como un sistema de alertas preventivas para vehiculos.

1.1. Objetivos

1.1.1. Obijetivo general
Desarrollar un sistema de identi cacion y caracterizacion dinamica de malla vial a partir
de datos geogra cos generados por dispositivos 10T, utilizando mineria de datos.
1.1.2. Obijetivos especi cos

1. Identi car y procesar datos cartogra cos generados por dispositivos 10T de GPS.

2. De nir y construir un sistema dinamico para la identi cacién y visualizacion de
la malla en regiones rurales de Colombia usando técnicas de mineria de datos.



1.2. Alcance y limitaciones 3

3. Caracterizar la malla vial dindmicamente por zonas de alto riesgo, mediante alar-
mas generadas por los dispositivos IoT.

1.2. Alcancey limitaciones

El alcance del proyecto conlleva el disefio, implementacién y validacion de un sistema
gue permita identi car y caracterizar malla vial de forma dindmica utilizando transmi-
siones de vehiculos equipados con dispositivos loT. El sistema contempla Unicamente
el procesamiento y analisis de los datos, por lo cual requiere una fuente de datos la cual
puede ser una base de datos, archivos de texto u otro sistema independiente. El proce-
so de identi cacion retorna como salidas las vias identi cadas en un formato estandar
gue puede ser utilizado en diversas herramientas, sistemas de informacion geogra ca
y mapas digitales. El proceso de caracterizacion se basa en un sistema de generacion
de alarmas preventivas, las cuales se asocian a un vehiculo en un instante de tiempo
concreto sobre una ubicacion especi ca. Al considerar umbrales minimos de alarmas
preventivas sobre una misma ubicacion, se puede caracterizar la via atribuyéndole uno
0 mas tipos de riesgos asociados, en un espacio temporal dado.

El sistema no cuenta con interfaces gra cas ni herramientas de visualizaciéon de resul-
tados. Su objetivo es proveer herramientas especializadas que puedan alimentar otros
sistemas de monitoreo y logistica de activos 10T, como es el caso de la plataforma Evo-
lucion de la empresa AZLOGICA, presentada en este trabajo. Por ende, se delegan los
procesos de visualizacion, transmision y almacenamiento de alarmas, asi como herra-
mientas visuales para realizar la caracterizacion de las vias a estos sistemas externos. El
disefio del mismo le permite interactuar y acoplarse con otros sistemas de forma senci-
lla, con el n de automatizar la ejecucion de sus procesos.

1.3. Metodologia
El sistema se desarrollo en 3 fases:

1. Identi cacion y seleccion de datos
2. ldenti cacion de malla vial

3. Caracterizacion de la malla vial

En la fase de identi cacion y seleccion de datos se seleccionaron un conjunto de zonas
geogra cas a nivel urbano y rural con una buena cantidad de transmisiones de regis-
tros de GPS (al menos 10,000) para realizar pruebas de identi cacién de vias. Las zonas
urbanas fueron usadas como pruebas de control para validar la calidad de la deteccion,
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puesto que estas cuentan con una gran cantidad de vias identi cadas en mapas comer-
ciales como Google Maps. Las zonas rurales fueron usadas como pruebas de desempefio
para validar la calidad de deteccion de nuevas vias no consideradas en mapas comer-
ciales.

Se selecciono asi mismo un grupo de eventos de riesgo de interés a identi car mediante
alarmas preventivas y un conjunto de datos de alarmas reales de los eventos escogidos
para realizar el entrenamiento del proceso de generacidn de alarmas.

Para el proceso de identi cacion de malla vial se realizo una revision de la literatura
pertinente al tema con el n de identi car técnicas utilizadas para resolver el problema,
sus ventajas y desventajas, asi como posibles contribuciones y aspectos por mejorar. Se
seleccionaron un conjunto de técnicas de acuerdo a la técnica de mineria escogida para
abordar el problema y se realizo una evaluacion de desempefio en una zona urbana con
el nde escoger la que mejor desempefio y resultados obtuvo. Posteriormente se evaluo
el desempefio de la técnica seleccionada en las zonas rurales.

Para el proceso de caracterizacion de malla vial se realizo de igual forma una revisién
de la literatura pertinente al tema, identi cando posibles técnicas a utilizar. Se seleccio-
naron asi mismo un grupo de técnicas de acuerdo a la técnica de mineria escogida y se
realizaron dos evaluaciones, una para determinar la técnica nal a utilizar basando en
su desempefio y otra para evaluar su desempefio simulando datos reales.

1.4. Contribuciones
Las contribuciones del presente proyecto son las siguientes:

= Modelo de identi cacion y caracterizacion dinamica de malla vial mediante datos
de loT utilizando técnicas de mineria de datos.

= Disefio e implementacion de un sistema en la nube que aplica el modelo propues-
to.

= Disefio l6gico e implementacion de modulo de identi cacion de vias, el cual detec-
ta malla vial a partir de registros de GPS de vehiculos, detallando vias por rumbos
y ubicacién geogra ca.

= Disefio l6gico e implementacion de modulo de generacion de alarmas preventivas,
el cual genera alertas preventivas frente a riesgos que puede enfrentar un vehiculo
en su actual trayectoria.
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= Conjunto de datos recolectados y pre-procesados provenientes de reportes de equi-
pos loT que incluyen reportes de transmision de GPS y eventos de alarmas de
riesgo.

1.4.1. Publicaciones

= Nicolas Camelo, Elizabeth Leon, Traf ¢ Accident Detection Model Based on lIoT Devi-
ces Estado: En revisiéon, Noviembre de 2018.



Capitulo 2

Estado del arte

En este capitulo se presenta un estado del arte de internet de las cosas, asi como los
temas principales del proyecto: identi cacion y caracterizacion de malla vial. Asi mis-
mo se presentara el marco tedrico de las técnicas de mineria de datos utilizadas en el
sistema. Se analizan los diferentes enfoques utilizados por varios investigadores, sus
ventajas, desventajas y enfoques posibles de profundizacion y estudio.

2.1. Internet de las cosas - IoT

Internet de las cosas, es un"dominio de aplicaciones que integra diferentes campos tecnol6-
gicos y socialeg8]. Su premisa principal es que cada objeto, desde electrodomésticos y
herramientas hasta equipos industriales especializados, pueden ser facilmente monito-
rizados, controlados, identi cados o reconocidos por otros dispositivos en una misma

red de forma automatica.

Apoyado fuertemente por la industria, el desarrollo de nuevas tecnologias y el auge

del internet, 10T ha permitido el desarrollo de una gran diversidad de dispositivos los

cuales se usan en in nidad de aplicaciones e industrias, entre ellas: agricola, transporte,
vigilancia, manufactura, mineria, por mencionar algunas [9].

Gran parte de su auge se debe al bajo costo y tamafio compacto de los equipos, permi-
tiendo facilmente su integracién a cualquier elemento electrénico “imaginable”; desde
pequefios electrodomésticos hasta vehiculos pueden transmitir datos de su funciona-
miento continuamente mediante equipos loT.

En el campo de andlisis geoespacial 0T ha tenido fuerte presencia en los ultimos afios,
incorporando equipos GPS en teléfonos inteligentes y vehiculos, permitiendo recolectar
facilmente informacién de movilidad en tiempo real de sus usuarios. Consecuencia de
esto se han desarrollado modelos de negocio alrededor del monitoreo y seguimiento de
estos activos moviles, los cuales ofrecen servicios de rastreo en tiempo real sobre los mis-
mos; permitiendo al usuario/duefio de los mismos localizarlos en cualquier momento
siempre y cuando cuenten con una conexién a internet e incluso enviar comandos de
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parametrizacion o bloqueos de seguridad.

Por otro lado, la gran cantidad de datos generados por estos dispositivos poseen un
gran potencial de aplicaciones al utilizar técnicas de andlisis de datos como mineria.
Considerando datos geogra cos e informacion adicional transmitida por los equipos de
los objetos en los cuales operan, en este caso vehiculos, se pueden distinguir dos ramas
de interés:

= Generacion de informacién geogra ca (mapas, topologia, meteorologia, entre otros).

= Andlisis de patrones (patrones de conduccion, zonas de alto riesgo, , analisis de
tra co, recorridos, entre otros).

2.2. Sistemas de identi cacion de malla vial

Malla vial se determina como un conjunto de vias o tramos viales que conectan asenta-
mientos humanos (ciudades, pueblos) entre si seglin la Secretaria de Planeacién Distrital
de Bogoté [10]. Los sistemas de identi cacion de malla vial han sido de gran interés pa-
ra investigadores y para la industria, por lo que encontrar nuevas formas de generar
informacion cartogra ca sin necesidad de disponer de recursos adicionales (personas,
equipos especializados, proveedores) permite reducir costos y mejorar la e ciencia de
estos procesos, permitiendo enfocar esfuerzos al desarrollo de servicios y herramientas
nuevos gque hagan uso de la misma.

Uno de los enfoques mas utilizados para identi car malla vial ha sido aplicar técnicas
de agrupamiento. Dada una gran cantidad de registros de GPS se podria considerar
facilmente agruparlos segun la distancia entre las coordenadas de los mismos, toman-
do en consideracion adicionalmente los rumbos de cada registro, encontrando grupos
(clusters) de registros contiguos con un rumbo comun, que pueden de nirse como vias.
Uno de los primeros trabajos sobre re namiento es de Schroedl [11], quien utilizando
trazas de GPS de poca precision obtenidas de otas de vehiculos, propuso un sistema
gue permite identi car segmentos de vias utilizando agrupamiento, tomando los cen-
troides de los mismos como puntos sobre las vias y luego calculando valores medios
para la posicion y direccion de la via para posteriormente aproximar la forma de la mis-
ma mediante minimos cuadrados. Worral y Nebot [12], proponen un método similar de
identi cacion de vias, describiéndolas como un conjunto de lineas rectas o tangentes y
curvas circulares. Utilizando datos de GPS de vehiculos y mediante técnicas de agru-
pamiento, agrupan tramas de GPS por regiones que presentan posiciones y rumbos
similares. Posteriormente conectan los grupos entre si mediante una métrica de distan-
cia que considera la distancia entre los grupos (DS), el &ngulo entre sus rumbos (f) y
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la diferencia de los mismos, como se describe en la ecuacion 2.1. Los parametros, b y
g se utilizan para asignar pesos a cada valor. Finalmente mediante ajustes de minimos
cuadrados se encuentran las formas de las vias.

métrica= aDS+ bf + gDq (2.1)

Trabajos mas recientes como Elleuch [13], utilizan tanto técnicas de agrupamiento, co-
mo servicios de mapas digitales. Elleuch utiliza K-Means sobre un conjunto de tramas
tomando los grupos como vias, y luego comparando los resultados obtenidos con vias
existentes sobre Google Maps, veri cando el nivel de precision de las mismas. Pese a
gue concluyen que el nivel de precisiéon obtenido mediante K-Means no es 6ptimo, lo
consideran como buen punto de partida, el cual puede ser optimizado implementando
técnicas adicionales para la correccion y ajuste posterior de los segmentos de vias encon-
trados, ademas de integrar herramientas de big data para escalar facilmente el modelo
y reducir tiempos de ejecucién al tratar con grandes cantidades de datos.

Wang et al. [1], proponen un enfoque que no solo considera la deteccion de vias, sino da
también importancia a la deteccion de puntos de cruce e intersecciones, considerando-
los elementos fundamentales de una malla vial, los cuales no habian sido considerados
de forma adecuada. En su trabajo, proponen un modelo conceptual de una red de vias
como un grafo, considerando Unicamente segmentos de via e intersecciones. Las inter-
secciones son consideradas como circulos delimitados por fronteras, compuestos por
pares de nodos de entrada/salida como se puede observar en la gura 2.1.
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FIGURA 2.1: Circulo de intersecciones [1]

Se consideran puntos de con icto aquellos puntos donde se cruzan una o mas vias; me-
diante el andlisis de estos puntos de con icto determinan las fronteras apropiadas de
las intersecciones. Utilizando el método de agrupacion propuesto por Cao y Krumm
[2], agrupan segmentos con rumbos similares para determinar los segmentos de la via.
Posteriormente mediante analisis de puntos calientes, encuentran los puntos de inter-
seccién y mediante técnicas simples de agrupamiento (K-Means) identi can los nodos
de entrada y salida de las intersecciones para nalmente construir un grafo que repre-
sente la malla vial en su totalidad.

Cao y Krumm [2] propusieron un esquema simple basado en grafos cuyo fuerte se en-
cuentra en el pre-procesamiento de las transmisiones de GPS. A n de reducir el nivel

de ruido en las transmisiones, proponen un sistema gue simula atraccion fisica entre
las mismas de tal forma que transmisiones provenientes de la misma via se atraigan
mutuamente, el cual se puede observar en la gura 2.2. De nen dos fuerzas, una fuer-

za atractiva proveniente de cada transmision y una fuerza proveniente de la posicién

original de cada nodo, con el n de evitar que todas las transmisiones se junten en una
sola. La fuerza de atraccion es de nida como una fuerza gravitacional, que decrece a
medida que aumenta la distancia entre los nodos. Esto contribuye justamente a que
transmisiones similares cercanas se agrupen en una sola.
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FIGURA 2.2: Esquema de fuerzas [2]

Agrupacion o clustering no es la Unica técnica utilizada para deteccién de malla vial: Ek-
penyong [14], propuso una red neuronal capaz de agrupar transmisiones de GPS basado
en caracteristicas adicionales ademas de las coordenadas y el rumbo como la velocidad
del vehiculo para identi car nuevas vias no incluidas en un mapa de vias determinado.
Fathi y Krumm [3] propusieron un algoritmo de deteccién de intersecciones a partir de

un conjunto de transmisiones; mediante un detector de formas, compuesto por una ven-
tana circular 2D, se describe la distribucion de puntos de GPS de una transmision, asi
como su direccién para clasi carla como una interseccion o no. El descriptor se compo-
ne de 32 secciones (Figura 2.3). Cada transmisién analizada se coloca sobre el descriptor
y se cuentan los puntos que recaen sobre cada seccibn, luego ajustan los puntos de cada
seccién con vectores y entrenan un clasi cador para detectar las intersecciones.

FIGURA 2.3: Descriptor de formas de intersecciones [3]

Como se detalla en la literatura, se han explorado varias técnicas de mineria para el pro-
blema de identi cacién de malla vial, especialmente de agrupacion. Se ha identi cado

la deteccion de cruces e intersecciones de vias como un punto de interés y complejidad
en la tarea de identi cacién de vias. Asi mismo, se menciona que se deben implemen-
tar herramientas acordes (Big data) al escalar el problema con mayores cantidades de
datos [13], [15]. Sin embargo, no se evidencio en la literatura explorada trabajos utili-
zando ujos de datos; en los trabajos revisados se consideraron Unicamente fuentes de
datos estaticas, provenientes de bases de datos de GPS o de muestras propias recolec-
tadas por los investigadores. Pese a los buenos resultados expuestos por estos trabajos,
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es necesario considerar la adaptacion de estas técnicas con fuentes de datos dinamicas.
Considerando que uno de los problemas mas recurrentes es la e ciencia de los algorit-
mos al aumentar la cantidad de datos [13],[2], al tratar con grandes cantidades de datos
histéricos e integrar otras fuentes de datos, es necesario considerar técnicas que puedan
procesar los datos a medida que llegan y consideren resultados de iteraciones pasadas
de las mismas.

2.3. Sistemas de caracterizacion de malla vial

En la rama de caracterizacion de malla vial se encuentran varias lineas de investiga-
cion como: analisis de tra co, deteccion de riesgos, analisis de patrones de conduccion,
analisis de movilidad sobre las vias, por mencionar algunos. Para el desarrollo de este
trabajo el &rea de interés en caracterizacion es la deteccion de accidentes.

Se han realizado varias investigaciones en sistemas de deteccion de accidentes, aplican-
do diferentes tipos de técnicas sobre diferentes tipos de datos como: datos histéricos de
accidentes [16, 17, 18, 19], geometrias de vias curvas [20, 19], velocidad de desplaza-
miento y volumen de tra co [21, 22] e incluso datos de teléfonos moéviles [23]. También

se han considerado analisis sobre patrones de conduccién [24] y analisis de gravedad de
lesiones en accidentes de tra co [25]. Su importancia es tal que varios gobiernos loca-
les alrededor del mundo han implementado sistemas de deteccién y prevencion de los
mismos [17].

Los primeros acercamientos en deteccion de accidentes fueron modelos de prediccion
de accidentes utilizando regresion lineal sobre datos recolectados de accidentes reales
como lo son: ujo de tra co, geometria de las vias, condiciones climaticas y de la via.
Sin embargo uno de los problemas mas grandes de este enfoque es que asume que la
ocurrencia de los accidentes, choques en este caso, siguen una distribucién normal, que
contradice la aparente naturaleza aleatoria de los mismos sobre una via [26].

Lee et al. proponen en [18] un modelo estadistico para detectar eventos de choque en
las vias el cual asume la frecuencia de los mismos sigue una distribucion de Poisson
[27, 28]. El modelo se basa en una funcion logaritmica-lineal que toma como entradas la
variacion de la velocidad, densidad de tra co, geometria de la via, condiciones climati-
cas y retrasos experimentados en congestiones de tra co. Mediante este modelo fueron
capaces de identi car una serie de factores y condiciones determinantes para la ocu-
rrencia de un choque.
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Estudios mas recientes [16, 19, 25], exploraron técnicas de mineria de datos para detec-
cion de choques. Moissets y Tanaka en [16], estudiaron las carreteras de Sapporo (Japon)
durante invierno, integrando datos meteorologicos, reportes de accidentes y informa-
cion de tra co obtenida de vehiculos. Primero asignaron los datos de accidentes a sus
correspondientes vias para identi car zonas de riesgo, asignandole un ratio de acciden-
tes a cada una. Posteriormente aplicaron K-Means a los datos de tra co para determinar
el tipo de tra co que se presento antes de ocurrir el accidente en cada via, para poste-
riormente afiadir pesos a cada grupo basado en el nimero de accidentes que ocurrieron
en cada una de estas.

Para predecir el nivel de riesgo de una via utilizaron el centroide del grupo mas cercano
al punto o segmento evaluado. El nivel de accidentalidad del grupo escogido es toma-
do como la probabilidad de ocurrencia de un accidente en ese sitio. Los autores con-
cluyeron que Unicamente con las condiciones meteoroldgicas no se puede realizar una
prediccidn correcta y es necesario utilizar datos de accidentes anteriores para realizar
una prediccion mas certera. Asi mismo indican que no lograron determinar diferencias
diarias en el ujo de tra co, las cuales son importantes para predecir nuevos eventos.

Yuan et al. [19] y Kwon et al. [25], propusieron sistemas de clasi cacion basados en da-
tos histéricos de accidentes utilizando varias técnicas como Bayes, Arboles de decision
(DT), Maquinas de soporte vectorial (SVM) y redes neuronales. Kwon et al., considera-
ron 26 variables diferentes entre factores humanos, del vehiculo y de la via. Compararon
bayes y arboles de decision y concluyeron que los ultimos presentan mejores resultados
en términos de verdaderos positivos y falsos negativos que el primero. Para cada técni-
ca de nieron un conjunto de factores de riesgo cali cados, donde la cali cacién de cada
factor representa la in uencia que tiene sobre la ocurrencia de un posible accidente.
Yuan et al. propusieron también un sistema basado en factores humanos, del vehiculo y
de la via pero incluyendo factores adicionales del ambiente como condiciones climati-
cas y demogra cas. De forma similar a Kwon et al., utilizaron arboles de decision pero
incluyeron también bosques aleatorios, SVM y redes neuronales profundas (DNN) en
sus pruebas. Concluyeron las redes neuronales daban los mejores resultados en sus ex-
perimentos con una precision promedio del 98 % y 93 % de sensibilidad, seguidas de
bosques aleatorios y arboles de decisién con puntajes de 89 % y 86 % de precisién y 58 %
y 59 % de sensibilidad.

Como se detallo en la literatura, se han utilizado técnicas de clasi cacion por parte de

gran cantidad de autores con resultados prometedores, basados en datos de los vehicu-
los y datos del ambiente al momento de los accidentes. No obstante, pocos proponen
un sistema activo de alertas que sea capaz de informar directamente a los conductores
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sobre los posibles riesgos que podrian enfrentar en su trayecto sobre una cierta via.

Gracias al desarrollo del internet de las cosas, es posible colocar equipos de GPS de al-
ta resolucién en vehiculos a bajo costo. Estos equipos cuentan con una gran cantidad
de sensores y funcionalidades adicionales, permitiendo conocer en tiempo real, carac-
teristicas adicionales de interés del vehiculo como aceleracion, desaceleracion, frenadas
bruscas, entre otros, e incluso transmitir mensajes de texto o voz directamente a los con-
ductores. Por otra parte, estos equipos pueden ser programados para detectar eventos
especi cos como: excesos de velocidad, aceleraciones o desaceleraciones e incluso cho-
gues e informar a una plataforma de monitoreo central sobre los mismos.

Considerando un escenario donde no se cuente con informacion histérica de accidentes
ni instrumentacién especializada, estos eventos podrian utilizarse para predecir la ocu-
rrencia de un posible evento de riesgo en una via, contando con datos reales precisos de
momentos antes del accidente e incluso generar un sistema de prediccion y prevencion
gue permita comunicar con antelacion su ciente al conductor sobre un posible riesgo
de continuar conduciendo bajo las mismas condiciones al momento de recibir la alerta,
para que este pueda tomar las medidas respectivas y disminuir considerablemente la
ocurrencia de un evento de riesgo.

2.4. Mineria de datos

Mineria de datos se puede de nir como el proceso automético de descubrimiento de in-
formacidn til a partir de grandes repositorios de informacion [4]. Mediante técnicas de
mineria, es posible explorar grandes conjuntos de datos con el n de identi car patrones

0 comportamientos de interés para el investigador, que permitan aportar informacién
adicional sobre los datos, la cual se convertira en conocimiento luego de ser procesada
y analizada [5]. Asi mismo, mediante la aplicacion de técnicas de aprendizaje de maqui-
na, es posible desarrollar modelos para no solo identi car informacion sobre los datos,
sino poder predecir tendencias y posibles valores futuros en base a los mismos.

La mineria de datos hace parte del modelo de descubrimiento de conocimiento en bases
de datos (KDD — Knowledge Discovery in Databases) el cual comprende una secuencia
iterativa de pasos para la extraccion de conocimiento de bases de datos [4, 5]

= Limpieza de los datos
= [ntegracion de datos
= Seleccion de datos

= Transformacion de datos
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= Mineria de datos
= Evaluacion de patrones

= Presentacion de conocimiento

Los primeros cuatro (4) pasos representan la preparacion y pre-procesamiento necesario
para la aplicacion de técnicas especializadas de mineria (quinto paso). Los dos (2) ulti-
Mos pasos re eren a la evaluacion de la informacion (patrones) encontrados luego de la
aplicacion de mineria y la presentacion o almacenamiento del conocimiento obtenido al
nalizar. En general, en la industria, los medios e incluso publicaciones y articulos de
investigacion, se re eren al término mineria de datos como todo el proceso de descubri-
miento de conocimiento [5].

Las tareas del proceso de mineria pueden clasi carse en dos grandes grupos [4]:

= Tareas descriptivas: Las tareas descriptivas buscan encontrar patrones, comporta-
mientos, correlaciones y/o anomalias entre los datos, que representen o expliquen
las relaciones subyacentes en el conjunto de datos. Tareas de agrupamiento o aso-
ciacion son ejemplos de tareas descriptivas.

= Tareas predictivas: Las tareas predictivas buscan, como su hombre lo indica, pre-
decir futuros valores o tendencias de uno o mas atributos del conjunto de datos
en base a valores de otros atributos del mismo. Tareas de clasi cacién o regresion
son ejemplos de tareas predictivas.

El presente trabajo considera tareas de ambos tipos, descriptivas (agrupamiento) y pre-
dictivas (clasi cacion). A continuacion se presenta un resumen teoérico de las técnicas a
utilizar.

2.4.1. Agrupamiento

Las técnicas de agrupamiento o clustering buscan dividir un conjunto de datos en gru-
pos (clusters) representativos que contienen elementos que comparten caracteristicas o
atributos comunes. Existen varios tipos de algoritmos de agrupamiento, los cuales se
pueden clasi car dependiendo de la estrategia que empleen [4]. A continuacion se pre-
sentara un resumen de los tipos y técnicas a utilizar en el presente proyecto.

Algoritmos particionales

Los algoritmos particionales dividen el conjunto de datos en grupos o grupos indepen-
dientes no superpuestos de forma que cada punto en el conjunto de datos pertenece a
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un Unico grupo [4]. Uno de los algoritmos mas representativos y utilizados de esta ca-
tegoria es K-Means.

K-Means

K-Means es un algoritmo basado en prototipos cuyo objetivo es encontrar un numero K
de grupos entre los datos de entrada. Un prototipo se de ne como un objeto que de -
ne cada grupo. En el caso de K-Means, se considera el centroide (dato central) como el
prototipo que de ne cada grupo [5].

El algoritmo funciona de la siguiente forma:

1. Selecciona k datos aleatorios en el conjunto de entrada, que presentan los centroi-
des iniciales de los k grupos a encontrar.

2. Para cada uno de los datos restantes, estos se asignan a uno de los grupos en base
a la distancia euclidiana de cada punto al centroide del grupo. El punto se asigna
al grupo cuya distancia a su centroide sea menor.

3. Una vez asignados todos los datos, se recalcula el centroide de cada grupo con
base a todos los datos que lo conforman.

4. Se repiten los pasos 2 y 3 hasta que los centroides de cada grupo no cambien (sean
idénticos a la iteracion anterior)

Algoritmos jerarquicos

Los algoritmos jerarquicos crean una descomposicion jerarquica del conjunto de datos
de entrada y se clasi can en aglomerativos y divisivos seguin como se realiza esta des-
composicion [5]. Los algoritmos aglomerativos siguen un esquema Bottom-Up (abajo
hacia arriba), considerando inicialmente todos los elementos del conjunto de datos co-
mo grupos independientes y juntando pares de grupos de forma iterativa hasta generar
un solo grupo que contenga todos los datos. los algoritmos divisivos siguen un esquema
contrario (Top-Down, arriba hacia abajo), considerando inicialmente todo el conjunto de
datos como un solo grupo, dividiéndolo iterativamente hasta que todos los elementos
representan grupos unicos.

El punto clave que diferencia los algoritmos jerarquicos es el calculo de proximidad
entre grupos, la cual se evalla con base en los datos que conforman el grupo. A conti-
nuacion se presentan las medidas de proximidad mas comunes y utilizadas [4, 5]
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1. Distancia minima — Enlace Unico (Single Link): La proximidad de dos grupos se
considera como el minimo de la distancia entre dos puntos cualesquiera de ambos

grupo.

2. Distancia maxima — Enlace completo (Complete Link): La proximidad de dos
grupos se considera como el maximo de la distancia entre dos puntos cualesquiera
de ambos grupo.

3. Distancia promedio — Promedio de grupo (Group Average): La proximidad de
dos grupos se considera como la distancia “pareada”’ promedio entre todos los
pares de datos en los grupos.

4. Método de Ward: La proximidad de dos grupos se considera como el incremento
en el error cuadratico entre los centroides al unir dos grupos. En cada iteracién se
unen los dos grupos con el menor error.

Algoritmos basados en densidad

La mayoria de algoritmos particionales y jerarquicos usan la distancia entre los obje-
tos para determinar un grupo, sin embargo este enfoque funciona en su mayoria con
grupos esféricos. Al considerar grupos de formas arbitrarias estas técnicas no son tan
e caces y no detectan correctamente los grupos.

Para solventar esta di cultad se consider6 otro enfoque de agrupacién el cual considera
la nocién de densidad de un grupo como criterio de agrupacion. La idea general de es-
tos algoritmaos es considerar un grupo como una region densa de objetos, rodeado por
regiones de objetos de baja densidad [4]. Los grupos crecen siempre que la densidad de
las regiones aledafias al mismo exceda cierto umbral, o cual permite detectar y descar-
tar ruido y descubrir grupos de cualquier forma [5]. Uno de los algoritmos basados en
densidad mas representativos y utilizados es DBSCAN.

DBSCAN

El algoritmo DBSCAN (Density-Based Spatial Clustering of Applications with Noise)
busca encontrar objetos centrales (objetos con vecinos densos) para juntarlos posterior-
mente y formar grupos [5]. Mediante dos parametros de nidos por el usuario (épsilon
ey puntos minimos) DBSCAN considera el radio minimo de un grupo ( e) y la canti-
dad de puntos minimos que lo conforman. La densidad de un grupo se mide como la
cantidad de puntos que se encuentran en el radio e del mismo (enfoque basado en el
centro). Basandose en esta de nicién de densidad, se pueden clasi car los puntos en
tres (3) categorias [4]:
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= Puntos centrales: Son los puntos que se encuentran dentro del grupo. Un punto se
considera central si el nimero de puntos vecinos en una region dada determinada
por el valor de e, exceden o igualan el umbral de puntos minimos de nido por el
usuario.

= Puntos fronterizos: Son puntos que recaen en el vecindario de un punto central
pero no son puntos centrales. Un punto fronterizo puede pertenecer a la vecindad
de varios puntos centrales.

= Puntos ruidosos (outliers): Un punto ruidoso (outlier) es un punto que ni es cen-
tral ni fronterizo y representa ruido o datos no deseados.

DBSCAN asigna cualquier par de puntos centrales cercanos, cuya distancia se encuen-
tre dentro del umbral e a un mismo grupo. Lo mismo ocurre con los puntos fronterizos.
Si un punto fronterizo se encuentra cerca de varios puntos centrales, se debe de nir un
criterio de desempate para de nir a que grupo se debe asignar. Los puntos ruidosos se
descartan y no se asignan a ninglin grupo puesto que no son de interés [4].

El esquema basico de funcionamiento de DBSCAN es el siguiente [4, 5]

1. Etiquetar todos los puntos del conjunto de datos inicial en las 3 categorias (centra-
les, fronterizos, ruidosos).

2. Eliminar los puntos ruidosos.
3. Conectar los puntos centrales cuya distancia no supera el umbral e.

4. Crear grupos con los puntos centrales conectados siempre que cumplan con el
tamafio minimo de grupo.

5. Asignar los puntos fronterizos a cada grupo segun la distancia entre el punto y el
punto central del grupo.

Algoritmos mixtos

Existen técnicas que combinan tanto métodos de algoritmos jerarquicos como algorit-
mos aglomerativos. Estos algoritmos buscan aprovechar las ventajas de cada enfoque,
uni candolas en un solo algoritmo que permita superar las desventajas de ambos enfo-
gues. Un ejemplo de estas técnicas es el algoritmo de Clustering Gravitacional propues-
to por Gomez et al [29].



18 Capitulo 2. Estado del arte

Gravitational clustering - RAIN (Randomized Interactions between Data Points)

En [29] Gomez et al. propusieron una técnica de agrupamiento basada en la ley univer-
sal de gravitacion y la segunda ley de movimiento de Newton. Esta técnica denominada
RGC (Randomized Gravitational Clustering) propone, para un conjunto de N puntos en
un n-espacio dimensional, considerarlos todos como objetos de masa igual a uno (1). La
formacién de grupos se realiza mediante la aplicacion de una version simpli cada de la
ley de gravitacion mediante la segunda ley de movimiento de Newton. Para ello se con-
sidera que cada punto ejerce una fuerza gravitacional sobre los demas puntos restantes,
siendo esta fuerza de mayor magnitud entre puntos que se encuentran en un mismo
grupo y menor magnitud entre puntos que se encuentran en grupos diferentes, de esta
forma los puntos de un grupo se mueven en direccion hacia el centro del mismo, lo cual
permite que la técnica sea capaz de identi carlos automaticamente. Los puntos que no
pertenecen a ningun grupo (ruido-outliers) ejercen una fuerza de gravitacion demasia-
do escasa, por lo cual su movimiento es casi nulo y no son asignados a ningun grupo,
permitiendo facilmente su deteccién y eliminacion.

El algoritmo itera continuamente hasta cumplir un cierto nimero de iteraciones pro-
puesto por el experimentador, seleccionando pares de puntos al azar y uniéndolos a un
mismo grupo si la distancia entre ellos es menor que un valor edeterminado inicialmen-
te luego de ser atraidos mutuamente. Para evitar la formacidn de un Gnico grupo en las
Ultimas iteraciones como ocurre en las técnicas jerarquicas, se incluye adicionalmente
una funcién de decaimiento la cual reduce en cada iteracion el valor de G, una constan-
te de gravitacion utilizada en la funcidn de atraccion, lo cual impide que los grupos se
unan entre si y permanezcan bien de nidos al nal de las iteraciones. En [30] Gomez
et al. propusieron una version mejorada de la técnica, denominada RAIN (Randomized
Interactions between Data Points) que amplia el algoritmo RGC permitiendo utilizar
cualquier funcién de decaimiento para G asi como calculo automatico del valor de G
para cualquier conjunto de datos. Esta técnica combina tanto elementos de técnicas par-
ticionales como técnicas jerarquicas, superando inconvenientes y desventajas presentes
en las mismas. Posteriormente Giraldo et al. en [31] propusieron una version de RAIN
gue utiliza ujos de datos y permite realizar procesamiento en linea.

2.4.2. Clasicacion

Las técnicas de clasi cacién como su nombre lo indica, buscan asignar un conjunto de

clases (etiquetas) a un conjunto de objetos predeterminados en base a una coleccién
de atributos o caracteristicas presentes en los mismos, como se ilustra en la gura 2.4
[4, 5]. En términos de Tan et al. [4], clasi caciéon se puede de nir como: “La tarea de
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aprender/inferir una funcioén objetivo f que mapee cada atributo en el conjunto x a una de las
clases prede nidas y”

FIGURA 2.4: Modelo de clasi cacién [4]

La funcién objetivo se conoce también informalmente como el modelo de clasi cacion
[4]. Un modelo de clasi cacién puede ser bien descriptivo o predictivo. Un modelo des-
criptivo busca asignar un conjunto o etiqueta a un elemento en un conjunto de datos
con base en una o mas propiedades o atributos que éste presenta. Un modelo predictivo
por otro lado busca asignar una clase o etiqueta a un objeto desconocido. En el presente
trabajo se utilizaran las técnicas de clasi cacion presentadas a continuacion.

Bayes ingenuo - Naive Bayes

Los clasi cadores bayesianos ingenuos buscan aplicar el teorema de bayes sobre un con-
junto de datos del cual se asume que sus atributos son condicionalmente independien-
tes entre si (no existe dependencia entre los mismos). El objetivo de estos clasi cadores
es determinar la probabilidad de que un dato del conjunto inicial posea una clase del
conjunto de clases Y (ecuacion 2.2) [32].

P(y) P(Xl, ...,anY) (22)

P(yjX1,...,Xn) = P(X1,...,Xn)

Los clasi cadores bayesianos se diferencian unos de otros mediante las suposiciones
de la distribucion de P(xily) en las cuales se basan. Un ejemplo de clasi cadores baye-
sianos son los gaussianos y multinomiales. Los gaussianos como su nombre lo indica,
suponen que los datos siguen una distribucién gaussiana (ecuacién 2.3) mientras que
los multinomiales asumen una distribucion multinomial (ecuacion 2.4) [5]:

. 1 Xi 2
P(xijy) = ¢——exp ('23?) (2.3)
2ps? y

Oyi = m (2.4)
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Los clasi cadores multinomiales suelen ser utilizados cominmente en problemas con
variables discretas (e.j. conteo de palabras) puesto que normalmente requieren Unica-
mente conteos de atributos, sin embargo pueden ser utilizados en problemas con varia-
bles continuas de igual forma [32].

Arboles de decisién

Los arboles de decisién son técnicas basadas en arboles (estructuras compuestas de no-
dos en forma de diagramas de ujo), donde cada nodo interno del arbol representa una
condicién sobre algun atributo del conjunto de datos, cada rama del arbol representa
una salida de una condicién y cada nodo externo (hojas) representa una clase, como se
puede observar en la gura 2.5 [5].

FIGURA 2.5: Arbol de decision que describe la compra de un computador

[5]

Los arboles de decision buscan determinar una clase objetivo para un elemento en un
conjunto de datos mediante la aplicacion continua de condiciones sobre los parametros
de los datos, determinando un conjunto de reglas de decision simples que representan
o aproximan el conjunto de datos original en las clases objetivo. A diferencia de Bayes,
los arboles de decisién no estan limitados a la independencia entre atributos, siendo
ésta irrelevante para determinar la clase o clases de un objeto especi co. Esto permite
utilizar cualquier clase de datos, sin importar si existen o no relaciones o dependencias
entre los mismos, las cuales al contrario podrian ser identi cadas por el mismo arbol
[4, 5].

Existen gran variedad de técnicas de arboles de decision. Para el desarrollo del presente
trabajo se selecciond el algoritmo CART (Classi cacion and Regression Tree). El algorit-
mo CART es un arbol de decision capaz de realizar tareas tanto de clasi cacion como
de regresion. El &rbol generado por CART es un arbol basado en reglas de decisién, cu-
yo objetivo es maximizar la certeza o precision de la prediccion. En cada iteracién del
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algoritmo, CART escoge la regla que mejora o garantiza mayor precisién de la clase co-
rrespondiente y se detiene al no poder aumentar este indice o al cumplirse un grupo de
condiciones predeterminadas [33].

2.5. AZLOGICA

AZLOGICA es una empresa colombiana de Internet de las cosas con mas de 7 afos de
experiencia, con presencia en varios paises de latinoameérica, enfocada en el desarrollo
e implementacion de soluciones a la medida para monitoreo y administracién de ac-
tivos moéviles y jos. Mediante equipos y hardware especializado de 0T y software a

la medida, desarrollan soluciones para diversos sectores como: gobierno, aseguradoras,
puertos y concesiones, mineria e hidrocarburos, agricultura y transporte. Algunas de
estas soluciones incluyen: gestion de mantenimiento, gestion de prevencion y gerencia
de riesgo, monitoreo en linea de activos mdviles, gestion de procesos, entre otros [34].

La empresa cuenta con una plataforma online, desarrollada por ellos mismos, deno-
minada Evolucion. Esa plataforma provee un conjunto de modulos especializados que
ofrecen herramientas de administracién y monitoreo de diferentes tipos de activos. La
plataforma cuenta con herramientas de tipo operativo: (dispositivos en linea, histdrico,

alarmas, zonas verde, maptool) como herramientas de tipo gerencial (business intelli-
gence, reportes gerenciales, administracion). Las herramientas de tipo operativo ofre-
cen funcionalidades como, monitoreo en tiempo real de activos (posicion, variables de
transmision), alarmas generadas por los equipos, programacion y envio de comandos y
gestion de mapas, puntos de control y areas de control o geocercas.

Las herramientas de tipo gerencial ofrecen funcionalidades de inteligencia de negocios,
reportes gerenciales a la medida y administracion de dispositivos y usuarios. La plata-
forma se alimenta continuamente de reportes y transmisiones generados por equipos
IoT instalados en los activos de sus clientes.

2.6. Resumen

En este capitulo se present6 el estado del arte de los sistemas de identi cacion de vias
y caracterizacion de malla vial mas relevantes para del disefio del sistema propuesto.
Se estudiaron las diferentes técnicas y enfoques propuestos por varios investigadores,
sus ventajas y limitaciones. Se encontré que se ha realizado bastante investigacion en
el problema de identi cacion de malla vial a partir de transmisiones de GPS pero toda
ha sido en base a conjuntos acumulados de datos estaticos y no han sido considerados
modelos dinamicos que trabajen con ujos de datos continuos en vez de Unicamente
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con modelos estaticos.

Respecto a caracterizacion de malla vial, especi camente deteccién y prevencion de ac-
cidentes, se han propuesto modelos capaces de identi car elementos precursores de los
mismos sobre las vias basandose en el analisis de datos de accidentes reales recopilados
por entes estatales y gubernamentales. No obstante, son modelos en su mayoria esta-
ticos asociados mas que nada a las vias propiamente de forma individual donde han
ocurrido estos eventos y su aplicacién para predecir ocurrencia de estos en otras vias
es limitada. También se revisaron las diferentes técnicas de mineria a evaluar para el
disefio de los procesos del sistema y una breve introduccién de la empresa AZLOGICA.
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Capitulo 3

Arquitectura y disefo del sistema

En este capitulo se presenta la descripcién, componentes l6gicos, modelo y arquitectura
del sistema. Se examina el funcionamiento de cada uno de los procesos que lo compo-
nen, sus entradas, salidas, alcance y datos utilizados. Asi mismo se presentan las téc-
nicas de mineria escogidas para abordar cada proceso del sistema y las herramientas
utilizadas en el desarrollo del mismo.

3.1. Descripcion del sistema

El sistema propuesto consta de dos procesos principales: identi cacion de malla vial
y generacion de alarmas preventivas de riesgos sobre la misma. El proceso de iden-
ti cacién se encarga de detectar vias que conformen malla vial mediante registros de
GPS obtenidos de vehiculos equipados con equipos IoT. Mediante técnicas de agru-
pacién (clustering), se utilizan las coordenadas geogra cas transmitidas por el equipo
(longitud vy latitud) junto con el rumbo del vehiculo con el n de inferir posibles vias,
agrupando registros con rumbos y posiciones similares. El proceso de generacion de
alarmas preventivas se encarga de detectar comportamientos en las transmisiones de
los vehiculos, que puedan asociarse a un conjunto dado de accidentes o riesgos durante
su recorrido, en el futuro cercano.

Asi mismo, las alarmas preventivas generadas pueden ser utilizadas para caracterizar
directamente las vias en las que se generan mediante un simple analisis de frecuen-
cia, en el cual se representan gra camente mediante un mapa las zonas de ocurrencia
frecuentes de cada tipo de alarma con base en un umbral minimo de alarmas dado.
Esta caracterizacion permite identi car visualmente de forma sencilla que vias o zonas
presentan un mayor riesgo aparente, respecto a la cantidad de alarmas preventivas ge-
neradas sobre las mismas. Esta caracterizacion es dinamica puesto que las alarmas se
van generado en tiempo real tan pronto el sistema recibe los reportes de los dispositivos
de GPS, por lo cual la caracterizacion no se basa en un conjunto de alarmas estaticas
sino varia en el tiempo segun la cantidad de alarmas generadas y el instante de tiempo
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en el que se consulte puesto que la cantidad de las mismas junto con su tipo varian en
el tiempo.

El proceso de generacién de alarmas se realiza mediante un clasi cador el cual ha si-
do entrenado previamente con datos historicos reales de eventos de alarmas, obtenidos
y generados directamente por los mismos equipos IoT en base a variables propias de
los vehiculos como: velocidad, aceleracién, altitud, odémetro, horémetro, distancia re-
corrida, tipo de vehiculo, entre otros. Las alarmas representan eventos de riesgo que
pueden concluir en accidentes como: excesos de velocidad, impactos/choques, acelera-
ciones bruscas, entre otros. El proceso de caracterizacion se puede realizar simplemente
mostrando las alarmas generadas por zona 0 via en un instante de tiempo especi co,
mediante herramientas como mapas de calor o marcadores sobre un mapa.

El sistema detecta cuatro (4) tipos diferentes de eventos: excesos de velocidad, acelera-
ciones bruscas, impactos/choques y transmisiones normales. Los tres (3) primeros son
eventos de riesgo que conllevan potencial de generar accidentes a futuro mientras que
los eventos de transmisién normal son transmisiones regulares de control que indican
la no existencia de posibles riesgos en la trayectoria del vehiculo.

Ademas de los cuatro (4) eventos mencionados, los equipos de I0T transmiten eventos
de control de variables adicionales dependientes de factores externos del vehiculo, com-
ponentes internos, consumos de combustible, entre otros. Estos eventos hacen parte del
proceso de transmision normal de un equipo y omitirlos puede generar segmentaciones
considerables en las transmisiones realizadas por los mismos, lo cual conlleva perdidas
en la calidad y continuidad de los datos. Para evitar esto, todo evento adicional a los
eventos de riesgo mencionados anteriormente es evaluado como un evento de transmi-
sion normal en la fase de entrenamiento del clasi cador.

Al identi carse un evento de riesgo, el sistema genera la respectiva alarma la cual pue-
de ser transmitida directamente al equipo del vehiculo noti cando a su conductor de
forma oportuna o ser transmitida y visualizada en una estacion de control por parte de
un operario sobre una plataforma de monitoreo o incluso ambas. El sistema considera
Unicamente la deteccién y generacion de alarmas y delega la transmision, noti cacion,
visualizacién y control de las mismas a un sistema externo de logistica especializado
como lo es la plataforma Evolucion, proveida por AZLOGICA.

Asi mismo, el sistema considera Unicamente el procesamiento y analisis de los datos,
los cuales deben ser proporcionados de antemano, mediante un archivo de texto, bases
o bodegas de datos externas. Las salidas de ambos procesos, identi cacion de vias y
generacion de alarmas se realiza mediante archivos de texto y de igual forma puede



3.2. Arquitectura del sistema 25

adaptarse para transmitir hacia una plataforma o sistema externo. Para el desarrollo de
este trabajo se utilizaran datos provistos directamente por la plataforma evolucién, en
entornos simulados.

3.2. Arquitectura del sistema

3.2.1. Entradas del sistema

El sistema recibe como entradas la fuente de datos principal y una parametrizacion
inicial de ambos procesos que incluye:

= Fuente de datos para cada proceso

Independiente para cada proceso

La misma fuente para ambos procesos

= Parametros propios del proceso de identi cacidn de vias.

FIGURA 3.1: Casos de uso del sistema.

La gura 3.1 presenta los casos de uso del sistema. Un usuario puede realizar dos ac-
ciones basicas sobre el sistema: ajustar los parametros iniciales (fuentes de datos, pa-
radmetros de los procesos) y consultar resultados. Los parametros del sistema son los
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parametros asociados a cada uno de los subprocesos del mismo, segun los requieran. La
fuente de datos es el repositorio (base de datos, bodega, archivo de texto) que alimenta-
ra continuamente el sistema para hacer identi cacién y generacién de alarmas de forma
continua. El sistema no contempla una interfaz gra ca propia puesto que fue disefiado
como una herramienta complementaria, capaz de integrarse facilmente con sistemas ex-
ternos. Tanto la con guracién como la recuperacion de resultados se realizan mediante
archivos de texto.

3.2.2. \Vista conceptual

La gura 3.1 presenta la vista conceptual del sistema, la cual describe los procesos que
lo componen y la interaccion entre estos.

FIGURA 3.2: Vista conceptual del sistema

El sistema estd compuesto por dos procesos principales encargados de la identi cacion
de vias y generacién de alarmas respectivamente. Ambos procesos son independien-
tes y pueden ejecutarse al mismo tiempo sin interrumpir o afectar la labor del otro.
El sistema contempla dos métodos de carga de datos, una carga inicial de datos esta-
tica, que permite analizar registros histéricos existentes y una carga continua dinamica
(streaming) que permite conectar una base de datos y realizar analisis continuo sobre los
nuevos reportes que ingresen a la misma segun un intervalo de tiempo o registros dado.
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Los datos pasan inicialmente por una fase de pre-procesamiento la cual elimina regis-
tros invalidos (coordenadas incorrectas o invalidas, datos faltantes), normaliza y realiza
transformaciones adicionales segun requieran las técnicas de mineria. A continuacion
los datos pasan a los procesos de identi cacién de vias y deteccidn de riesgos segun
corresponda. Dependiendo de la con guracion del sistema, los datos pueden pasar por
ambos procesos o0 Unicamente uno solo. La salida del proceso de identi cacion de vias
es un archivo, el cual contiene las vias identi cadas, representadas como geometrias de
linea (linestring) en formato WKT, junto con un identi cador Unico y su rumbo. Para la
carga de datos continua (streaming), el archivo WKT se actualiza cada vez que se eje-
cuta el proceso de deteccion, con las ultimas vias encontradas. Si se desea, se pueden
transmitir directamente las vias encontradas a una base de datos geogra ca.

El proceso de generacion de alarmas tiene como salida un conjunto de alarmas preven-
tivas identi cadas en los registros analizados. Estas alarmas pueden ser transmitidas
directamente a una base de datos o sistema encargado para su procesamiento y trans-
mision respectiva a operarios y conductores.

La gura 3.3 presenta los estados del sistema.

FIGURA 3.3: Diagrama de estados del sistema
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El sistema cuenta con cuatro (4) estados en total: Pre-procesamiento, identi cacion de
vias, generacion de alarmas y generacién de resultados. Cada estado representa una
etapa del sistema durante su funcionamiento. La etapa de pre-procesamiento se aplica
a todos los datos de entrada, mientras que las etapas de identi cacion y deteccion se
aplican a subconjuntos de datos con atributos especi cos para la tarea que se requiere
realizar. En el caso de identi cacion de vias solo es necesario considerar las coordena-
das y rumbos de los reportes, mientras que en la deteccion de riesgos se consideran asi
mismo los demas atributos que componen un reporte como datos propios del vehiculo
(velocidad, aceleracion) y fechas de transmisién. La Ultima etapa es la encargada de ge-
nerar los archivos de texto correspondientes con los resultados obtenidos o en caso de
integrarse con otros sistemas, realizar las transmisiones correspondientes de los resul-
tados a plataformas o bases de datos.

3.2.3. Modelo del sistema

A continuacién se presenta el modelo del sistema, especi cando la arquitectura bajo la
cual estd compuesto, los componentes de hardware bajo el cual se despliega, la estruc-
tura de sus salidas y como se puede integrar con sistemas externos de monitoreo.

FIGURA 3.4: Arquitectura AZLOGICA
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La gura 3.4 representa la arquitectura actual en la nube del sistema de la empresa AZ-
LOGICA. Larecoleccién de datos de GPS ocurre mediante transmision satelital y/o ce-
lular, los cuales transmiten directamente a una instancia Driver, encargada de procesar
los datos provenientes de los equipos 10T e insertarlos en la base de datos de regis-
tros GPS. Esta base de datos es consumida por la plataforma Evolucion, la cual provee
interfaces (HTTP y Web Services) para comunicarse con otros sistemas e interfaces de
consulta a los usuarios nales. El sistema fue disefiado de forma que su implementacion

e integracion sea totalmente modular y pueda ser desplegado en conjunto con otros sis-
temas u operar de forma independiente si se desea.

FIGURA 3.5: Arquitectura sistema integrado Evolucion

La gura 3.5 presenta un ejemplo del sistema desplegado en conjunto con un sistema de
monitoreo como Evolucion. Evolucion realiza una carga continua de datos de reportes
al sistema el cual a su vez realiza una carga continua hacia Evolucion con los resultados
generados.

El sistema contempla Unicamente un almacenamiento temporal de los datos mientras
son procesados; una vez termina la ejecucion del mismo, los datos de entrada son bo-
rrados y se generan las salidas de cada proceso. Los unicos datos almacenados por el
sistema son los prototipos utilizados en el proceso de identi cacidén de vias en caso de
hacerlo mediante ujos. El usuario realiza dos tareas sobre el sistema: parametrizacion
y consulta de resultados como se detallé en la gura 3.1 . Las vias generadas se actua-
lizan constantemente si la carga de datos es continua, manteniendo la malla vial mas
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completa hasta la ultima ejecucion. Las alarmas preventivas identi cadas son etiqueta-
das con el vehiculo y fecha de transmisién para su procesamiento por parte del sistema
encargado.

El sistema de monitoreo debe disponer con madulos o herramientas especializadas que
permitan visualizar las salidas del sistema de deteccién como lo son mapas para las vias
e interfaces gra cas para las alarmas. Asi mismo el sistema de monitoreo debe encarga-
se de la transmisién de las alarmas preventivas hacia el conductor/operario correspon-
diente del vehiculo.

3.3. Identi cacion de vias

3.3.1. De niciéon

El objetivo principal del proceso de identi cacion de vias es detectar un conjunto de vias
gue componen una malla vial sobre el area geogra ca analizada, mediante el analisis de
coordenadas geogra cas y rumbos generadas por dispositivos l0T instalados en vehicu-
los que transitan sobre la misma. Los dispositivos cuentan con un GPS el cual transmite
periodicamente en intervalos entre 1 y 10 minutos dependiendo de su con guracion, la
posicion y rumbo del vehiculo.

Un conjunto de transmisiones de GPS se puede visualizar como una nube de puntos
como se ve en la gura 3.6.

FIGURA 3.6: Ejemplo de transmisiones de GPS de vehiculos
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Ahora, considerando los rumbos y la posicién de dichos puntos, es posible encontrar
grupos de transmisiones GPS con orientacion similar y distancias pequefias entre los
mismos, que de nen lo que aparentemente podrian ser vias como se observaenla gura
3.7.

FIGURA 3.7: Tramas de GPS de vehiculos agrupados

Mediante un proceso de re namiento y ajuste, las transmisiones agrupadas pueden
transformarse en geometrias lineales que pueden asemejarse a carreteras, calles o ave-
nidas, que componen malla vial existente como se detalla en la gura 3.8.
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FIGURA 3.8: Tramas de GPS agrupadas por via

Esta malla vial puede ser analizada y utilizada para complementar mapas existentes,
identi cando vias no existentes previamente en los mapas o complementando geome-
trias de linea de vias en bases de datos geogra cas. Asi mismo, se pueden realizar anali-
Sis y procesos posteriores para re nar aun mas las vias, identi cando carriles y tamafio
de las mismas mediante herramientas de andlisis geogra co.

Al tratar con grandes cantidades de datos en un entorno dindmico es necesario usar téc-
nicas y herramientas que tengan la capacidad de detectar patrones y hacer seguimiento
de los mismos en el tiempo. Mediante mineria de datos, especi camente, mediante téc-
nicas de agrupamiento es posible detectar estos patrones e identi car grupos de coorde-
nadas con rumbaos similares que podrian asemejarse a una via. Asi mismo, estas técnicas
pueden ser adaptadas para trabajar con ujos de datos, conservando las caracteristicas
y robustez de las versiones estéticas, permitiendo analisis continuo de los datos sin ne-
cesidad de realizar todo el proceso desde cero cada vez que se registra un nuevo dato.

El proceso de identi cacion de vias considera el uso de técnicas de agrupacién para
su deteccién, a partir de coordenadas y rumbos obtenidos dinamicamente de transmi-
siones continuas de equipos IoT instalados en vehiculos de la empresa AZLOGICA.
Unicamente considera la deteccion y orientacion (rumbo) de las mismas. No se consi-
dera deteccion de carriles ni caracteristicas adicionales, lo cual se propone como trabajo
futuro de este proyecto.
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3.3.2. Técnicas de agrupamiento

A n de determinar una técnica de agrupamiento Optima se realizaron pruebas con va-

rias técnicas, tomando en cuenta los siguientes factores durante la fase de pruebas y ex-

perimentacion: tiempo de ejecucion, capacidad de procesamiento en linea (streaming) y
calidad de resultados (precisién y e cacia); para determinar su desempefio. Las técnicas
seleccionadas junto con sus ventajas y desventajas se resumen en el cuadro 3.1.

CuADRO 3.1: Ventajas y desventajas técnicas de agrupacion

Algoritmo Ventajas Desventajas
L . Requiere de antemano la canti-
K-Means Rapido y e ciente.
dad de grupos a detectar.
Aglomerativo, genera gru- , _
g _ g g Sensible al ruido.
pos hasta cierto punto.
Simple de implementar. Sensible a los tipos de datos.
Tiende a producir grupos circula-
res.
_ Problemas de deteccion de las
DBScan Robusto frente a outliers
fronteras de los grupos.

Detecta grupos de diferen- Es sensible a los valores de nidos
tes formas para los parametros.

No requiere de antemano el Problemas para agrupar conjun-
namero de grupos ni es sensi- | tos de datos con densidades varia-
ble al orden de los datos. bles.

_ Alta complejidad de tiempo al au-
_ . No requiere de antemano el . _
Single Link i mentar el tamafo del conjunto de
numero de grupos.
datos.
Genera una jerarquia de
rupos (dendrograma) per- _ _
J . -p ( J ), P Sensible al ruido.
mitiendo escoger el ndmero
de grupos deseado.
_ Realiza seleccion aleatoria de
. Enfoque aglomerativo- ,
Gravitational | . puntos. Puede dar resultados dife-
jerarquico. _
rentes en cada corrida.
. i Para grandes conjuntos de da-
No requiere el nimero de ,
tos puede tardar mas en encontrar
grupos de antemano. . L
el valor 6ptimo de gravedad inicial.
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CuADRO 3.1: Ventajas y desventajas técnicas de agrupacion

Algoritmo Ventajas Desventajas
A diferencia de las demas

Requiere experimentacion para

técnicas jerarquicas, no gene-| _
jar el numero adecuado de itera-

ra un unico cluster global (to-

ciones.
dos los elementos).

3.3.3. Alcance

El alcance del proceso de identi cacién de vias es detectar la existencia de las mismas de
forma dinamica mediante transmisiones de GPS agrupadas tanto por su posicién geo-
gra ca como su rumbo y presentarlas en un formato estandar que permita integrarlas
con sistemas de informacién gra ca para su posterior aplicacién en re namiento y ac-
tualizacion de mapas y cartografia. Caracteristicas adicionales como nimero de carriles,
dimensiones o puntos de interseccién no son consideradas y se delegan a un proceso de
post procesamiento por parte de expertos mediante herramientas especializadas para
dichas tareas, como parte del proceso de integracién de las mismas a mapas y carto-
grafia existente. Se limito el alcance del proceso de identi cacién de esta forma para
enfocarse concretamente en el procesamiento de ujos de datos, sin incluir tareas adi-
cionales que podrian afectar su rendimiento y que actualmente ya existen como parte
de herramientas y sistemas geogra cos especializados.

3.3.4. Datos

La empresa AZLOGICA cuenta con una base de datos de reportes de GPS a nivel na-
cional e internacional, a partir de la cual se obtuvieron los datos necesarios para las
pruebas del sistema. Para el proceso de identi cacion se consideraron datos de dos ti-
pos de regiones diferentes. Para las pruebas de evaluacién de técnicas de agrupamiento
y validacion se utilizaron tres (3) areas geogré cas de la ciudad de Bogoté con una canti-
dad considerable de vias existentes identi cadas en Google Maps como referencia, para
corroborar la correcta deteccion de las mismas por parte del proceso a partir de datos
de GPS.

Para las pruebas de aplicacion se consideraron dos (2) reas geogra cas rurales perte-
necientes a empresas privadas dedicadas al sector agricola, cuyos terrenos no presentan
malla vial detectada en mapas comerciales como Google Maps pero existe y es utilizada
diariamente en las actividades de las mismas. Las areas seleccionadas se ubican en las
afueras de la ciudad de Trujillo, en el distrito de Laredo, Peru.
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Se consideraron Unicamente las coordenadas geogra cas (latitud y longitud), rumbo y
fecha de transmision de los reportes de GPS de los vehiculos que transitaron por dichas
zonas. En el proceso de agrupamiento Unicamente se utilizan las coordenadas geogra -
casy el rumbo. Las fechas de transmision se utilizaron para ordenar los datos y simular
ventanas de transmision continua para las pruebas de procesamiento en linea.

3.3.5. Salidas

La salida del proceso de identi cacion de vias es un archivo en formato WKT, el cual
puede ser consultado o visualizado en cualquier servicio de mapas comercial o libre
como lo son Google Maps y OpenStreetMaps. Asi mismo este archivo puede ser ex-
portado directamente a una herramienta GIS especializada para su modi cacién y/o
re namiento posterior, para una futura integracion con bases de datos geogra cas y
mapas.

El formato WKT (Well Known Text) [35], es un formato ASCII estandarizado utilizado
para describir objetos geométricos expresados mediante sus coordenadas.

El formato WKT es capaz de describir los siguientes tipos de geometrias:

= Puntos

= Multipuntos

= Lineas

= Multilineas

= Poligonos

= Multipoligonos

= Colecciones geométricas
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En el cuadro 3.2 se presentan las de niciones formales de cada tipo de geometria, tanto
su visualizacion en mapas como su descripcion formal en texto.

CUADRO 3.2: Formatos Geometrias WKT

Geometria Visualizacion WKT
POINT POINT (10 20)
MULTIPOINT MULTIPOINT ((20 40), (40
30), (10 10), (30 10))
LINESTRING LINESTRING (30 10, 10 30, 40

40)

MULTILINESTRING

MULTILINESTRING ((10 10,

20 20, 10 40), (40 40, 30 30, 40

20, 30 10))

POLYGON

POLYGON ((30 10, 40 40, 20
40, 10 20, 30 10))

MULTIPOLYGON

MULTIPOLYGON (((30 20, 45
40, 10 40, 30 20)), ((15 5, 40 1(
10 20, 5 10, 15 5)))

COLLECTION

GEOMETRYCOLLECTION
(POINT(23 21),LINES-
TRING(27 16,29 20,26 24))
POLYGON((20 23, 22 25, 20
27,18 25)))

La especi cacion WKT ha sido promovida y auspiciada por el Open Geospatial Consor-
tium (OGC), organizacion internacional sin nes de lucro creada para de nir estandares
libres para la comunidad geoe[35]. Entre los miembros de la OGC se encuentran: gobier-
nos, organizaciones comerciales, académicas y de investigacion.
La sintaxis del formato WKT es sencilla y consta Gnicamente de una descripcién de los
vértices de la geometria a representar (coordenadas), acompafada de un descriptor del

tipo de geometria que representan.
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El formato WKT es compatible con motores de bases de datos geogra cos como lo son:

= PostgreSQL - PostGIS 1.3

Oracle9i, 10, 11g

MySQL

MS SQLServer 2008

IBM Informix 9,10,11

Para la descripcion de vias se consideraran Unicamente geometrias de tipo linea y mul-
tilinea (en caso de ser necesario). Cada geometria de linea representa una via como se
muestra en la gura 3.9.

FIGURA 3.9: Ejemplo de grupos generados

= LINESTRING (4.669715-74.049932, 4.669335 -74.049135, 4.669054 -74.048569, 4.668698
-74.047872, 4.668308 -74.047125, 4.667979 -74.046535)

= LINESTRING (4.669737 -74.047517,4.669160-74.047839, 4.668406 -74.048220, 4.667877
-74.048499, 4.667209 -74.048830, 4.666815 -74.049031)

= LINESTRING (4.668569 -74.050750, 4.668072 -74.049865, 4.667810 -74.049393, 4.667430
-74.048712, 4.667128 -74.048194, 4.666881 -74.047754, 4.666464 -74.046956)
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3.4. Generacion de alarmas preventivas

3.4.1. De niciéon

El proceso de generacion de alarmas preventivas tiene como objetivo detectar posibles
eventos de riesgo que pueden presentarse a un vehiculo durante su trayectoria, me-
diante variables asociadas al mismo generadas por dispositivos 0T como: velocidad,
aceleracion, fecha de transmision, distancia recorrida, tipo de vehiculo, posicion geo-
gra ca (coordenadas), rumbo, altitud, odémetro, horébmetro, entre otros.

Para realizar la deteccion el sistema utiliza un clasi cador basado en un conjunto de
datos de entrenamiento preestablecidos de ocurrencias de eventos de riesgo reales, para
detectar patrones en las transmisiones asociados a cada tipo de riesgo y poder predecir
a futuro la existencia de un riesgo 0 no, con el n de generar una alarma preventiva que
noti que al operario y/o conductor de la situacion, y este tome las acciones necesarias
para prevenir o disminuir la ocurrencia del mismo.

Un equipo de GPS IoT estandar provee variables adicionales ademas de la localizacién
geogra ca del vehiculo. Los vehiculos modernos cuentan con equipos de cémputo in-
ternos que proveen interfaces que los equipos de loT pueden utilizar para leer variables
como: velocidad del vehiculo, odémetro, rpm (revoluciones por minuto), horémetro,
entre otros. Asi mismo los equipos cuentan con sensores internos para medir variables
no transmitidas por el vehiculo como aceleracion y distancia recorrida y pueden inte-
grarse a su vez sensores adicionales para detectar choques o frenadas bruscas.

Mediante programacion y parametrizaciéon de los equipos, es posible programar el en-
Vvi6 de eventos de alarma a un sistema de monitoreo central (ej. plataforma Evolucion)
al ocurrir ciertos eventos con el vehiculo como: excesos de velocidad, frenadas bruscas,
alarmas de panico, impactos, vehiculos fuera de un &rea asignada, etc. Estos eventos
se generan de forma inmediata, el equipo los registra y son transmitidos directamente
al sistema de monitoreo en linea donde el operador y/o duefio del vehiculo pueden
consultarlo facilmente y tomar acciones respectivas. Asi mismo, es posible adaptar dis-
positivos de salida (texto/voz) para enviar mensajes directamente a los conductores de
los vehiculos y comunicarles sobre algan cambio en su operacién por parte de sus res-
pectivas empresas u operarios.

Sin embargo, un limitante para la deteccion y generacion de estos eventos es el costo.
Eventos mas especializados como la identi cacidn de impactos requieren equipos y/o
sensores mas costosos que no todas las empresas estan dispuestas a adquirir, por lo cual
muchos de estos eventos pueden pasar inadvertidos puesto que los equipos no cuentan
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con la capacidad o los sensores necesarios para detectarlos.

Mediante el andlisis de las transmisiones anteriores a la ocurrencia de un evento pueden
estimarse un conjunto de condiciones previas que podrian llevar como consecuencia a la
ocurrencia del mismo. Mas auln, al utilizar variables basicas comunes entre los equipos
de loT (velocidad, aceleracién, ubicacién geogra ca, tipo de vehiculo), se puede inferir
la ocurrencia de estos eventos incluso en dispositivos que no cuentan con los sensores
especializados para detectarlos.

Utilizando datos reales historicos de alarmas generadas previamente por dispositivos
especializados y una ventana de tiempo de transmisiones previas a la ocurrencia del
evento se puede entrenar un sistema de clasi cacion capaz de reconocer la ocurrencia
de estos eventos basandose en estas transmisiones.

El proceso de clasi cacion y generacion de alarmas considera el uso de técnicas de cla-
si cacidén para detectar posibles eventos de riesgo en base a informacién histérica de
transmisiones de un vehiculo en un margen de tiempo anterior al momento de trans-
mision, permitiendo detectar el evento con antelacién e informando al conductor del
mismo mediante una alarma preventiva para gue éste tome las acciones necesarias para
disminuir su impacto u ocurrencia.

3.4.2. Alcance

El alcance del proceso de clasi cacion se limita a la identi cacion y generacion de alar-
mas preventivas. Se tomo como margen de antelacion transmisiones realizadas en un
periodo de 10 minutos antes de la transmision del evento de alarma. Asi mismo sobre
esta ventana de tiempo se considero una ventana adicional de reaccién para el proce-
so de transmision de la alarma y noti cacion al conductor. Esta ventana de reaccion
permite al conductor conocer el posible riesgo que puede enfrentar mas adelante en la
via y considerar las precauciones y acciones necesarias para disminuir su impacto y/u
ocurrencia. Para garantizar que esta ventana de tiempo sea uniforme, se restaron las
transmisiones presentes en esta ventana a la ventana principal de transmisiones de 10
minutos, por lo cual no son consideradas en el proceso de entrenamiento.

Como se menciond anteriormente, las alarmas generadas pueden ser utilizadas para
caracterizar de forma dinamica la malla vial sobre la que se presentan. Dado que las
alarmas se generan continuamente durante las transmisiones normales de los vehiculos
y sus tipologias dependen de las variables del vehiculo en el momento de la transmision,
su distribucién geogra ca junto con su tipologia varian en el tiempo, lo cual conlleva
gue una via puede tener caracterizaciones diferentes segun el periodo de tiempo en el
gue se consulte. Esta caracterizaciéon se puede realizar tomando las alarmas preventivas
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generadas en un periodo de tiempo especi co y gra candolas en un mapa vial mediante
herramientas gra cas como marcadores o mapas de calor.

3.4.3. Técnicas de clasi cacion

A nde determinar una técnica de clasi cacion Gptima se realizaron pruebas con varias
técnicas, tomando en cuenta sus tiempos de ejecucion y calidad de resultados obteni-
dos (precision y e cacia), para determinar su desempefio. Las técnicas de clasi cacion
seleccionadas junto con sus ventajas y desventajas se resumen en el cuadro 3.3.

CUADRO 3.3: Ventajas y desventajas técnicas de clasi cacion

Algoritmo Ventajas Desventajas
: . . Asume independencia entre atri-
Naive Rapido y e ciente.
butos.
Bayes
Maneja datos continuos co- No puede usarse para hacer re-
mo discretos. gresion.

Facil interpretacion basado
en un modelo probabilistico.

Robusto al ruido.

Escalamiento lineal con el
conjunto de datos/clases.

Puede ser usado para pro-
blemas de clasi cacién bina-
ria o multiclase.

Facil interpretacién basado

Su complejidad aumenta con el

CART en un arbol de decisiéon con i .
. L tamafio del conjunto de datos.
(Classi ca- | mdltiples reglas
tion and
Regression
Tree)

Detecta los atributos mas
relevantes del conjunto de
datos.

Arboles de gran tamafio son difi-
ciles de interpretar.

Posibilidades de sobre-

Puede descubrir relacio- . 3
entrenamiento al encontrar Op-

nes/interacciones no lineales. | .
timos locales.

Robustos al ruido y datos
faltantes.
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3.4.4. Datos

Para entrenar el clasi cador se utilizaron datos histéricos de alarmas reales generados
por equipos de AZLOGICA. Se utilizaron 50,000 registros de alarmas distribuidos uni-
formemente en cuatro (4) tipos de eventos diferentes: excesos de velocidad, frenadas
bruscas, impactos y un grupo de control de transmisiones normales. El clasi cador Gni-
camente detecta una de estas cuatro (4) clases de eventos.

El cuadro 3.4 muestra los datos de la transmisién utilizados para clasi cacion.

CuADRO 3.4: Tipos de datos presentes en las tramas de GPS

Dato Categérica | Numérica
Coordenadas X
geogra cas
(lat/long)
Rumbo X
Fecha X
transmision
Velocidad
Altitud
Aceleracién

X | X | XX

Distancia
recorrida

X

Odoémetro

>

Horometro

Tipo vehiculo X

Para las fechas de transmision se considera Unicamente la hora del dia (00-23) y el dia
de la semana (0-6). Con el n que el clasi cador considere correctamente las condiciones
previas a un evento de alarma, se tomo una ventana de tiempo previa para cada even-
to histérico de alarma. Esta ventana de tiempo comprende hasta 10 minutos antes del
evento. Adicionalmente, se considerd una ventana adicional dentro de esta ventana de
10 minutos, la cual provee un intervalo de respuesta en el cual se transmite la alarma y
el conductor puede reaccionar tomando las precauciones necesarias, Como se menciono
anteriormente.

Para utilizar toda la ventana de tiempo en el proceso de entrenamiento de los clasi -
cadores, cada ventana se resumira a un solo registro, tomando los valores medios de
cada uno de los atributos de cada registro de la ventana para los valores que cambian
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en el tiempo como: velocidad, aceleracion, coordenadas, altitud, odémetro, horémetro y
rumbo. Puesto que Unicamente se consideran ventanas de maximo 10 minutos antes del
evento, no se requiere procesar las fechas de transmision puesto que solo se considera
la hora y el dia de la semana, por lo cual se toma la fecha de transmision del primer
registro como la fecha de transmision de la ventana.

3.4.5. Salidas

La salida del proceso consta Unicamente de la clasi cacion del registro evaluado en una
de las cuatro (4) clases (Frenada brusca, Exceso de velocidad, Transmision normal o
Impacto). Posteriormente se transmite esta clase junto con el indicador Unico (ID) de
vehiculo evaluado y la fecha de generacién de la alarma al sistema Evolucion, para que
éste se encargue de la transmision nal al equipo correspondiente. Cabe notar en caso
de encontrarse un evento de tipo Transmisién Normalno se generaré alarma alguna ni
se noti cara al sistema de monitoreo.

3.5. Herramientas y visualizacion de resultados

El sistema requiere trabajar con grandes cantidades de datos a n de determinar re-
laciones espaciales entre los mismos que permitan identi car vias de forma e ciente
las cuales sean acordes con la realidad. El sistema utiliza técnicas de mineria de datos:
agrupacion y clasi cacion, para llevar a cabo las tareas de identi cacion de malla vial y
generacion de alarmas preventivas respectivamente.

Mediante agrupacion el sistema identi ca reportes con coordenadas y rumbos similares
creando grupos que describen vias, los cuales seran validados con datos de prueba de
vias ya existentes.

Mediante clasi cacion se utilizan reportes de alarmas existentes para entrenar un clasi -
cador capaz de detectar nuevos posibles eventos de riesgo basandose en los parametros
adicionales de la transmisién de los equipos. Para ambos casos se evaluaron diferentes
técnicas de mineria mediante un ponderado basado en: velocidad de ejecucion, preci-
sién y e cacia.

3.5.1. Herramientas

Para la implementacion del sistema se utilizo Python, apoyandose en las librerias SciPy
y Scikit-learn [36, 37], las cuales proveen utilidades y herramientas de la gran mayoria
de algoritmos de aprendizaje de maquina y mineria de datos mas comunes y utilizados.
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Los datos utilizados provienen de una base de datos MySQL administrado por la plata-
forma Evolucion.

Puesto que el sistema trabaja con grandes cantidades de datos, se requiere que los com-
ponentes de hardware sean facilmente escalables tanto vertical como horizontalmente,
por lo cual se utilizaron los servicios de Amazon Web Services (AWS) para realizar un
despliegue del sistema en la nube. AWS permite escalamiento vertical de las instan-
cias de forma transparente y sencilla, sin necesidad alguna de modi car el software que
corre sobre la misma. Asi mismo ofrece escalamiento horizontal, permitiendo agrupar
magquinas para realizar procesamiento en paralelo de ser necesario.

3.5.2. Visualizacion de resultados

El sistema no contempla directamente la visualizacion de resultados. Retorna como sa-
lida las vias identi cadas en formato WKT y una lista de las alarmas preventivas gene-
radas a partir de los datos ingresados e mediante archivos de texto o tambien pueden
ser transmitidos directamente a bases de datos. Se optd por esta decision de disefio con
el n de estandarizar el sistema y que pueda acoplarse facilmente con otros sistemas
similares, permitiendo que el usuario nal sea quien determine la mejor opcién de vi-
sualizacion para el analisis de los resultados o lo integre con sus propios sistemas. Al
utilizar fuentes de datos continuos o dinamicos (ujos), se actualizan los archivos de
salida con los ultimos resultados obtenidos.

3.5.3. Resumen

En este capitulo se presento la arquitectura y disefio del sistema, sus componentes, en-
tradas y salidas, asi como casos de uso, estados y funcionamiento del mismo. Se presen-
to el sistema de monitoreo vehicular Evolucion, que pertenece ala empresa AZLOGICA

a modo de ejemplo y cdmo puede integrarse con el sistema propuesto. Se presento la
de nicion, alcance y funcionamiento basico de las tareas de identi cacién de malla vial

y caracterizacién, asi como sus entradas y salidas.

Se presentaron las técnicas de mineria de agrupacion y clasi cacion seleccionadas para
evaluacién, sus ventajas y desventajas, la descripcion de los datos a utilizar en cada
proceso y las herramientas utilizadas de disefio y programacion del sistema.
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Capitulo 4

Aplicacion y validacion del sistema

En este capitulo se presenta la implementacion del sistema, el hardware y software uti-
lizado, el disefio experimental y los resultados obtenidos. Se presentan el plan de prue-
bas para cada proceso del sistema, sus objetivos, metodologia y resultados esperados.
Se analizan las técnicas de mineria escogidas, evaluando su desempefio realizando las
tareas de cada proceso y se escoge la que mejor desempefio presento. Finalmente se
aplican las técnicas escogidas para cada proceso en conjuntos de datos de validacion,
cercanos a casos reales, evaluando el desempefio del sistema. Los resultados obtenidos
fueron validados por expertos de AZLOGICA, quienes dieron su opinién respecto a la
utilidad del sistema.

4.1. Implementacion del sistema

El sistema fue desplegado en un servidor web dedicado en la nube mediante Amazon
Web Services (AWS). Amazon ofrece facil escalabilidad tanto vertical como horizon-
talmente de sus servidores en cualquier momento de ser necesario, sin necesidad de
recon gurar el sistema operativo o los procesos o aplicaciones que residen en el mismo,
lo cual permite ampliar los recursos computacionales de la maquina, y mantener un
buen desempefio del sistema. Con el n de realizar las pruebas y montaje del sistema se
desplegéd un servidor dedicado en la nube mediante Amazon Web Services (AWS) con
las siguientes caracteristicas:

Servidor
= Numero de procesador@sintel Xeon
= Memoria :4 GB

= Almacenamientai250GB Amazon EBS (Elastic Block Store)

Ambiente operativo

= Debian GNU/Linux
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Se escogid Debian como sistema operativo por su compatibilidad directa con varias he-
rramientas libres utilizadas para el desarrollo del sistema, ademas de ser, a criterio del
autor, una de las versiones mas estables de Linux. Utilizando Python se desarrollaron
tres (3) scripts principales en los cuales se divide el sistema: pre-procesamiento, identi-
cacion de vias y generacion de alarmas preventivas. El script de pre-procesamiento es
comun para ambos procesos Yy cada proceso independiente se encarga asi mismo de la
presentacion de resultados (archivos de texto).

4.2. Diseio experimental

Los experimentos se llevaron a cabo en dos fases para cada uno de los procesos del siste-
ma. La primera fase busca comparar las técnicas computacionales seleccionadas, con el
n de determinar la técnica Optima para cada proceso, segun los resultados obtenidos.
La segunda fase busca veri car mediante pruebas de validacion, el correcto desempefio
de latécnica escogida en la primera fase. Para garantizar un mejor analisis del desempe-
fio, se utilizaron datos de prueba diferentes para cada fase, con el n de obtener mayor
claridad en el desemperio de la técnica escogida.

El objetivo de la primera fase es determinar entre las técnicas de mineria seleccionadas,
cudles se ajustan mejor a las tareas del sistema (agrupamiento y clasi cacion). El objetivo
de la segunda fase es validar la e cacia de las técnicas seleccionadas mediante diversos
conjuntos de datos de prueba, diferentes a los utilizados en la primera fase. En resumen,
la primera fase es una prueba de concepto de técnicas y la segunda fase es el analisis a
profundidad de las técnicas seleccionadas para cada proceso.

4.2.1. Disefio de pruebas - Deteccion de vias
Objetivos

El proceso de deteccion de vias tiene como nalidad detectar un conjunto de vias a partir
de un conjunto de datos de GPS de vehiculos. El objetivo de las pruebas es determinar
la capacidad de las técnicas de agrupacion propuestas para identi car vias vehiculares
a partir de una muestra de registros de GPS transmitidos por vehiculos.

Metodologia

El método optimo de visualizar los resultados de estas pruebas es mediante una re-
presentacion gra ca de las vias obtenidas, en un formato estandarizado que pueda ser
utilizado en multiples sistemas y herramientas comerciales. Como se mencioné en el
capitulo anterior, el formato de salida de las rutas es WKT, el cual permite describir ob-
jetos espaciales expresados de forma vectorial. Este formato puede posteriormente ser
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utilizado en cualquier sistema geogra co comercial o libre, asi como servicios de mapas
como Google Maps y Openlayers, para visualizar las vias en un mapa.

Para la primera fase se selecciond un conjunto de registros de GPS sobre un area geo-
gréa ca de la ciudad de Bogota la cual cuenta con una cantidad modesta de vias con
diferentes orientaciones y se encuentra presente en Google Maps. Esta area permite ver
el desempenio basico de las técnicas evaluadas respecto a la tarea de identi car vias tan-
to por su ubicacién geogra ca como su rumbo.

Para la segunda fase se seleccionaron dos conjuntos de registros de GPS, cada uno con
dos areas. Uno en la ciudad de Bogota con un mayor numero de vias respecto a la pri-
mera fase, con el n de validar el desempefio de la técnica escogida en un area mayor en
un ambiente mas complejo y cercano a un caso de uso real, y el otro en areas rurales del
distrito de Laredo, en las inmediaciones de la ciudad de Trujillo, Peru. Estas &reas rura-
les pertenecen a empresas privadas dedicadas al sector agricola, las cuales cuentan con
campos y cultivos sobre los cuales existen vias pertenecientes a redes viales utilizadas
para el desempenfo de sus labores diarias, por lo que es de interés para estas empresas
generar mapas propios que las contengan, para mejorar y optimizar sus procesos.

En esta fase se comparo el desempefio de la version estatica de la técnica seleccionada
respecto a la versién de ujos. Para el procesamiento en ujos, los conjuntos de datos de
cada area se dividieron en segmentos regulares de igual tamafio ordenados cronoldgica-
mente seguln su fecha de transmisién y se simulo el ujo continuo de datos alimentando

el proceso de identi cacién continuamente con estos segmentos.

Las fuentes de datos para ambas fases son archivos de texto en formato CSV (comma
separated values) los cuales contienen los reportes de GPS, obtenidos de consultas sobre
la base de datos de reportes de la plataforma Evolucion.

En las técnicas de agrupamiento se utilizo la distancia manhattan (ecuacion 4.1) en lu-
gar de la distancia euclidiana. Esto se debe a que al considerar dos puntos sobre vias
perpendiculares, la distancia euclidiana no considera el rumbo de los mismos y se toma
como la distancia de una recta que une ambos puntos, mientras que la distancia man-
hattan considera mejor los rumbos al tomar la suma de las diferencias absolutas de las
coordenadas de cada punto, como se observa en la gura 4.1.

n
manhD(x,y) = & jx Vi 4.1)
i=1
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FIGURA 4.1: Comparacion distancia euclidiana vs manhattan

Para evaluar el desempenio de las técnicas de agrupamiento se utilizo el coe ciente silue-
ta como medida de similitud interna. El coe ciente silueta es una medida de validacion
interna que indica que tan compactos son los grupos (cohesion) y que tan distantes se
encuentran sus centros unos de otros (separacién). Su valor varia entre -1 (peor caso) a
1 (mejor caso) [38].

1 Y b)) alx)
S(o) = Nigl maxf a(x;), b(xi)g

4.2)

La ecuacion 4.2 muestra el calculo del coe ciente para el grupo ¢. N indica el tamafio
del grupo, b(x) es la distancia promedio entre el punto x y todos los demas puntos en
el grupo mas cercano y a(x) es la distancia promedio entre el punto x y todos los de-
mas puntos del mismo grupo. Para calcular el coe ciente de todos los grupos basta con
tomar el promedio de sus coe cientes (ecuacion 4.3). Se utilizo la distancia manhattan
considerando los tres (3) componentes de cada punto (longitud, latitud y rumbo) en
el calculo del coe ciente, para obtener distancias coherentes con el proceso de agrupa-
miento y medir correctamente la distancia entre grupos, la cual no considera solo la
ubicacién geogra ca sino también su rumbo.

1

s= 4 a s@) (4.3)

1

Il Qo=

i
Resultados esperados

Para la primera fase los resultados esperados son las vias existentes en la malla vial de
la ciudad de Bogota de nidas lo mas detalladamente posible en funcion de la cantidad
de reportes sobre las mismas, separando vias que cuenten con mas de una orientacion
(multiples carriles con diferentes rumbos). Una via Optima debe estar totalmente con-
tenida en un solo grupo, sin embargo pueden ocurrir divisiones de una misma via con
un mismo grupo en mas de un grupo si la cantidad de reportes de GPS sobre la misma
no es continua o se encuentran demasiado distribuidos. Aun asi una via segmentada en
varios grupos puede recrearse como una sola posteriormente en andlisis y re namientos
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posteriores utilizando herramientas y sistemas especializados e incluso ser incorpora-
das a vias ya existentes en mapas o bases de datos geogra cas que posea la organizacion.

Para la segunda fase, al igual que en la primera, los resultados esperados son las vias
existentes en la malla vial para las pruebas sobre las areas geogra cas de la ciudad de
Bogotda y vias existentes y nuevas en la malla vial sobre las areas geogra cas rurales
del distrito de Laredo. Se consideran vias nuevas como vias reales fisicas existentes no
incluidas o no representadas en mapas comerciales como Google Maps. Para las prue-
bas de ujos se espera que los segmentos de vias no tengan la misma de nicion que las
pruebas estéaticas puesto que la naturaleza de las técnicas dinAmicas o de ujos es identi-
car prototipos de grupos o clusters que resuman los grupos identi cados en la ventana

de registros procesada. Puesto que los registros de GPS sobre las vias se segmentan en
ventanas de transmisiones sobre el tiempo, una via se puede conformar por varios gru-
pos de registros distribuidos temporalmente, por lo cual se espera que los resultados de
la version de ujos segmenten mas las vias respeto a la version estética.

4.2.2. Disefio de pruebas - Generacion de alarmas preventivas
Objetivos

El proceso de generacion de alarmas preventivas tiene como nalidad detectar en tiem-
po real posibles eventos de riesgo en la trayectoria de un vehiculo, en base a su ubicacion
y variables adicionales asociadas al mismo como velocidad, aceleracion, altitud, rumbo,
entre otros, y generar alarmas preventivas que permitan al conductor tomar acciones
para disminuir o mitigar la ocurrencia de éstos. El objetivo de las pruebas es determinar
la capacidad de las técnicas de clasi cacion propuestas para predecir correctamente la
posible ocurrencia de un evento de riesgo sobre un vehiculo que se desplaza en una
cierta ubicacion bajo ciertas condiciones.

Metodologia

El método 6ptimo de comprobar la prediccion correcta de eventos de riesgo es mediante
el entrenamiento y validacion del clasi cador utilizando datos de eventos de alarmas de
riesgo reales.

El clasi cador considera un conjunto de transmisiones previas de los vehiculos antes de
presentarse una situacion de riesgo para poder realizar una correcta predicciéon, como
se menciono en el capitulo anterior. Estas transmisiones son requeridas unicamente du-
rante la fase de entrenamiento y no son necesarias al momento de clasi car o predecir
una futura transmisién. Su objetivo es brindar al clasi cador informacién del comporta-
miento previo del vehiculo antes de la ocurrencia del evento de riesgo, respecto a varia-
bles como: velocidad, aceleracion, ubicacion, altitud, distancia recorrida, entre otros, y
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poder detectar con antelacién la ocurrencia de estos comportamientos en otro vehiculo
con el n de generar alarmas de prevencion que permitan alertar al conductor sobre la
situacién, para que este pueda tomar las acciones correspondientes.

Para realizar el proceso de entrenamiento se selecciond un conjunto de datos equilibra-
do de transmisiones de cada uno de los 4 eventos a considerar (TX, Exceso de veloci-
dad, Frenada brusca y Choque) donde el antecedente son las transmisiones previas a
la ocurrencia del evento y el consecuente (clase) los eventos reales. Para cada registro
se considero una ventana de trasmisiones previas de maximo 10 registros en un inter-
valo de tiempo de 10 minutos antes de la transmision del evento. Como se mencioné
anteriormente, esta ventana de 10 minutos se divide en dos margenes, un margen de
deteccion o clasi cacion que es utilizado para entrenar el clasi cador y un margen de
reaccion anterior al evento real de riesgo, el cual no es utilizado en el proceso de entre-
namiento, con el n de garantizar que el conductor cuente con tiempo su ciente para
maniobrar una vez reciba la alarma preventiva. La gura 4.2 muestra un ejemplo de las
ventanas de transmision y reaccion.

FIGURA 4.2: Margenes de transmisién de alarmas

Para la ventana de reaccion se consideraron margenes de 3 y 5 minutos descontados de
la ventana total de 10 minutos. Se consideraron estos valores para dar al conductor un
tiempo minimo de reaccion con able (3 minutos) en el cual pueda tomar acciones pre-
ventivas con serenidad y antelacion y un tiempo maximo de descuento (5 minutos) para
garantizar que se cuenta con su cientes datos para realizar un correcto entrenamiento
del clasi cador. Tomar mas de 5 minutos de reaccion reduce el intervalo de entrena-
miento a menos de la mitad del margen total de 10 minutos, por lo cual no se cuentan
con su cientes datos para realizar una prediccion de eventos de riesgo precisa.
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El intervalo de deteccidén (en negro) se compone del total de transmisiones restantes,
gue son utilizadas para el proceso de prediccion y entrenamiento del clasi cador de 7
y 5 minutos para cada caso respectivamente, desde la transmision mas antigua hasta
la transmisién inmediatamente anterior del margen de reaccion. Al utilizar Unicamente
este intervalo para entrenar el clasi cador, este in ere comportamientos y patrones en
las variables del vehiculo durante ese mismo intervalo de tiempo, por lo cual al analizar
una nueva transmisién que cumpla con las condiciones de ocurrencia de un evento de
riesgo, se puede asumir que si continua bajo las mismas condiciones, dentro de al me-
nos 3 o 5 minutos después de esa transmision, es posible que se enfrente a un evento
de riesgo del mismo tipo, por lo cual se le puede informar oportunamente al conductor
una vez se detecte esto para que pueda tomar las medidas necesarias.

No se consideran la misma cantidad de transmisiones previas para cada registro pues-
to que la frecuencia de transmisién de los equipos loT varia considerablemente entre
vehiculos, dependiendo de su con guracion, tipo de vehiculo y empresa o individuo
duefio del mismo.

Como los clasi cadores propuestos no estan disefiados para operar con series de tiempo
(los antecedentes deben ser registros Unicos), los eventos de transmision previos se resu-
men en un solo registro Unico que representa el comportamiento del vehiculo antes del
evento, tomando el promedio de las variables numéricas que componen la transmision
(velocidad, aceleracién, ubicacién, distancia recorrida, etc) y la fecha de la transmision
mas antigua del intervalo. De esta forma, se obtuvo un conjunto de datos de eventos,
representado por los valores promedio de las ultimas transmisiones del vehiculo antes
del evento.

Los datos de entrenamiento fueron divididos en dos grupos. Se seleccioné aleatoria-
mente un 80 % de los registros manteniendo el balance los cuatro (4) tipos de alarmas
para entrenamiento y validacion y se dejo el 20 % restante, de nuevo balanceado con
los cuatro (4) tipos de alarmas, exclusivamente para pruebas de desempefio. Para el en-
trenamiento se utilizé validacién cruzada con diez (10) particiones sobre el conjunto de
entrenamiento.

Para evaluar el desempefio del clasi cador se consideraron las siguientes métricas:

= Verdadero Positivo (VP) : Registro clasi cado correctamente segun su clase real
(Ej: Choque clasi cado como choque)

= Verdadero Negativo (VP) : Registro perteneciente a una clase no fue clasi cado
como otra clase (Ej: TX no clasi cado como Frenada brusca)
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» Falso Positivo (FP): Respecto a cada clase. Registro de otra clase clasi cado como
la clase evaluada. (Ej: Clase Frenadas bruscas. Son FP todos los registros que no
son frenadas pero fueron clasi cados como frenadas)

= Falso Negativo (FN) : Respecto a cada clase. Registro de la clase evaluada clasi -
cado como otra clase diferente. (Ej: Clase Choques. Son FN todos los registros de
choques que fueron clasi cados como otra clase diferente)

Ambas técnicas de clasi cacién seleccionadas fueron entrenadas y evaluadas con el mis-
mo conjunto de datos para garantizar consistencia en las métricas y realizar una com-
paracion de desempefio adecuada.

Resultados esperados

Los resultados esperados de esta fase son la correcta clasi cacion de las transmisiones
de eventos de riesgo utilizadas tanto en la fase de validacion como en la de evaluacion
del mismo con la mayor precision y sensibilidad posibles. La tarea de clasi cacion no es
100 % exacta debido a ser un modelo aproximado del problema, sin embargo se esperan
resultados de al menos 80 % de precision y sensibilidad en general para todas las cla-
ses, disminuyendo lo mas posible los falsos negativos manteniendo a su vez un margen
limitado de falsos positivos, especialmente para la clase de choques, cuyo impacto es
mucho mayor respecto a las demas clases. Para este analisis se de nio la siguiente esca-
la de alarmas segun su impacto nal: choques>frenadas bruscas>exceso de velocidad,
la cual indica que los choques son los eventos de mayor importancia e impacto en el sis-
temay son los que mas se busca optimizar (reducir los FN lo mas posible, manteniendo
bajos los FP).

4.2.3. Selecciéon de datos

Identi cacion de vias

Las areas seleccionadas para las pruebas de identi cacion de vias en Bogota se ilustran
a continuacion en las guras 4.3,4.4y 4.5.
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FIGURA 4.3: Zona 1 - Bogota

= Zona 1l comprendida entre las calle 71y 69, entre carreras 7a'y 5. Sobre esta zona se
seleccionaron 1200 registros de GPS en un periodo aproximado de un (1) mes. Las
coordenadas que la de nen se presentan a continuacién en sentido horario desde
la esquina superior izquierda:
Longitud: 74 3%28.1°%0este
Latitud: 4 39%16.5Norte

Longitud: 74 3%5.1°%0este
Latitud: 4 39%16.9Norte

Longitud: 74 3%5.1°%0este
Latitud: 4 39%.8°Norte

Longitud: 74 3%28.1°%0este
Latitud: 4 39%.8°Norte
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FIGURA 4.4: Zona 2 - Bogota

= Zona 2 comprendida entre las calles 63 y 53, entre carreras 50 y 30. Sobre esta
zona se seleccionaron 11,000 registros aproximadamente de GPS en un periodo
aproximado de diez (10) meses. Las coordenadas que la de nen se presentan a
continuacion en sentido horario desde la esquina superior izquierda:
Longitud: 74 5%1.1°%este

Latitud: 4 39°13.8@Norte

Longitud: 74 4%0.1°%este
Latitud: 4 39°1.3.8MNorte

Longitud: 74 4%0.1°%este
Latitud: 4 38%26.5MNorte
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Longitud: 74 5%1.1°%0este
Latitud: 4 38%26.8Norte

FIGURA 4.5: Zona 3 - Bogota

= Zona 3 comprendida entre las calles 63 y 53, entre carreras 30 y Caracas. En esta
zona al igual que la anterior se seleccionaron 11,000 registros aproximadamente
de GPS en un periodo de diez (10) meses. Las coordenadas que la de nen se pre-
sentan a continuacion en sentido horario desde la esquina superior izquierda:
Longitud: 74 3%2.0%este
Latitud: 4 39°%17.5Norte

Longitud: 74 3%9.9%este
Latitud: 4 39°17.9Norte

Longitud: 74 3%9.9%este
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Latitud: 4 38%21.42%Norte

Longitud: 74 3%2.0%este
Latitud: 4 38%21.4Norte

Las areas seleccionadas para las pruebas de identi cacién de vias en sector rural en el
distrito de Laredo, Peru se listan a continuacion en las guras 4.6y 4.7.

FIGURA 4.6: Zona 1 - Laredo

= Zona 1l al oeste de la ciudad de Trujillo, Peru. En esta zona se seleccionaron 20,000
registros de GPS aproximadamente en un periodo de dos (2) meses. Las coordena-
das que la de nen se presentan a continuacién en sentido horario desde la esquina
superior izquierda: esquina superior izquierda:

Longitud: 78 56%9.0%este
Latitud: 8 3%8.2%ur

Longitud: 74 3%9.9%este
Latitud: 8 3%8.2%ur

Longitud: 74 3%9.9%este
Latitud: 8 79.5°%sur
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Longitud: 78 56%9.0%este
Latitud: 8 79.5°%Sur

FIGURA 4.7: Zona 2 - Laredo

= Zona 2 al sur de la ciudad de Trujillo, Perd. En esta zona se seleccionaron 30,000
registros de GPS aproximadamente en un periodo de un (1) mes. Las coordenadas
gue la de nen se presentan a continuacion en sentido horario desde la esquina
superior izquierda: esquina superior izquierda:

Longitud: 78 5720.5%este
Latitud: 8 16%2.1°°Sur

Longitud: 78 52°15.9%este
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Latitud: 8 16%.1°0sur

Longitud: 78 52°15.9%este
Latitud: 8 21%21.2°%Sur

Longitud: 78 57%20.8%este
Latitud: 8 21%21.2%ur

La cantidad de registros de cada zona varia puesto que todos los datos provienen de
una base de datos de pruebas de la plataforma Evolucion, ademas de la naturaleza de
las transmisiones de los dispositivos de l10T. Puesto que no todos los vehiculos transmi-
ten al mismo tiempo ni en los mismos intervalos de tiempo no es posible garantizar que
se puedan obtener la misma cantidad de reportes en una zona especi ca. Las areas selec-
cionadas presentaron la mejor relacién entre la cantidad de vias y la cantidad de reportes
de GPS sobre las mismas. Los reportes provienen de una gran variedad de vehiculos,
entre ellos: vehiculos particulares, taxis, buses, camiones, tractomulas, carro-tanques,
motocicletas y adicionalmente, cosechadoras, moto-niveladoras y tractores, para las zo-
nas rurales.

Generacion de alarmas preventivas

Para el proceso de generacién de alarmas se selecciono un conjunto de 50,000 registros
aleatorios balanceados de las cuatro (4) alarmas de interés (TX, exceso de velocidad,
frenadas bruscas y choques). Asi mismo, como se menciono anteriormente, para cada
registro se consideraron los dltimos 10 registros previos en un intervalo de maximo
diez (10) minutos desde la transmisién del evento de alarma. Esto amplia el conjunto de
datos a 500,000 antecedentes (reportes de GPS previos) y 50,000 consecuentes (eventos
de alarma o clases). Los reportes de alarmas son exclusivamente de vehiculos de uso
regular a nivel nacional (taxis, vehiculos particulares, buses y camiones) puesto que son

los Unicos que cuentan con la capacidad de reportar los 4 tipos de eventos propuestos.

Pre-procesamiento

Los datos provenientes de la base de datos pueden contener errores debido a fallas en
las transmisiones, fallas al momento de la decodi cacion e insercion de los reportes en la
base de datos o incluso fallas en la con guracion del equipo, lo cual da lugar a lecturas
errGneas de variables, coordenadas faltantes o incorrectas, entre otros. Los reportes de
GPS contienen mas de 60 variables diferentes, sin embargo solo son de utilidad algunas
para los procesos del sistema y para tareas de pre-procesamiento.
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Ademas de las variables utilizadas por cada proceso mencionadas en el capitulo an-
terior, los reportes cuentan con 2 variables de interés para veri car la calidad de los
mismos, estado y fecha de insercidn a la base de datos. Puesto que las fechas reportadas
por los dispositivos pueden contener errores a su vez, los reportes contienen también la
fecha en la cual fueron insertados en la base de datos, la cual no varia en mas de un par
de segundos respecto a la fecha reportada por el dispositivo. El estado re eja la calidad
de los datos de GPS del reporte. Los equipos de loT utilizan torres de transmision ce-
lular o satélites para determinar su ubicacion de forma precisa. Si no se cuenta con una
cantidad su ciente de torres o satélites al momento de que el dispositivo genera el re-
porte, la ubicacién reportada puede estar desfasada considerablemente de la ubicacion
real. Si esto sucede, el equipo reporta estado cero (0), lo cual indica que la ubicacion
reportada no es con able y no deberia tomarse en cuenta. Por el contrario si el estado es
uno (1), signi ca que la ubicacion fue generada con al menos tres (3) torres o satélites y
es con able.

Para los datos de identi cacion de rutas basta con veri car que las coordenadas y rum-
bos de la transmision sean validos junto con la fecha de transmisién. Para las pruebas
de procesamiento en linea se utilizé la fecha reportada por el servidor. Se aplicé un Itro
para eliminar reportes con coordenadas y rumbos invalidos (en ceros o valores nulos, a
excepcion de los rumbos que si pueden tener valor cero (0)) y adicionalmente, reportes
con estado cero (0). Sin embargo, luego de realizar pruebas preliminares se encontrd
una gran cantidad de reportes de vehiculos apagados, con velocidades muy pequefias
o incluso inmaviles (velocidad cero (0)) que resultaron ser ruido y afectaron considera-
blemente el desempefio del sistema, especialmente en las zonas de Bogota.

Puesto que un vehiculo no necesita estar necesariamente en movimiento o encendido
para reportar, se encontraron varios reportes de vehiculos estacionados en parqueade-
ros de centros comerciales y residencias en los datos consultados, los cuales afectaron
considerablemente el proceso de deteccidn, siendo incluidos en las vias detectadas dada
su cercania a las mismas. Por ello se utilizé un Itro adicional, considerando Unicamente
reportes de vehiculos encendidos con velocidades mayores a 15 Km/h.

Para los datos de generacion de alarmas ademas de utilizar los Itros de coordenadas y
estado, se utilizé un Itro adicional para veri car que las variables adicionales utiliza-
das (altitud, aceleracién, velocidad, distancia recorrida, etc.) no sean nulas ni presenten
valores invalidos.

Normalizacion

Para el proceso de identi cacién de vias, se aplico normalizacion Min-Max a las coorde-
nadas. Se utilizé un proceso de normalizacién especial para los rumbos puesto que se
consideré el rumbo como una tercera dimensién en conjunto con las coordenadas. Los
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rumbos fueron normalizados de la siguiente forma: al momento de realizar la medicion
de distancia entre dos puntos en cualquiera de las técnicas de agrupacion utilizadas, la
distancia entre rumbos se calcul6 como la distancia mas pequefia entre los dos angulos
gue describen el rumbo. Los rumbos se de nen en grados desde 0 hasta 359 siendo cero
(0) el Noroeste, como se ilustra en la gura 4.8.

FIGURA 4.8: Rumbos dispositivos 0T

Para encontrar el angulo de menor distancia entre dos rumbos cualesquiera se utilizé la
funcion representada en la ecuacion 4.4.

8
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Luego, el resultado es normalizado entre 0 y 1 dividiéndolo entre 180. La funcién nal
se presenta en la ecuacion 4.5.
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Siendo 0 la distancia mas pequefia (rumbos idénticos) y 1 o0 180 (en grados) la distancia
maxima (rumbaos totalmente opuestos por el vértice).

Para el proceso de generacién de alarmas no se requiere normalizacion de las variables
puesto que ambas técnicas propuestas funcionan tanto con variables categéricas como
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numeéricas ni requieren calcular distancias. Sin embargo, estas técnicas reciben Unica-
mente un registro antecedente (reporte) por cada clase consecuente (alarma), por ende,
las transmisiones previas a cada alarma fueron resumidas en una sola transmisién que
contiene los valores medios de las variables de transmision, asi como la ubicacion me-
dia del vehiculo en el intervalo dado. Puesto que para las fechas de transmision solo se
consideré la hora y el dia de la semana y las ventanas de transmision escogidas fueron
de diez (10) minutos, se seleccioné la fecha del primer registro como la fecha del registro
promedio. La variable restante, tipo de vehiculo, no cambia en el tiempo, por lo cual no
requiere ser procesada.

4.3. Anadlisis de resultados

4.3.1. Deteccion de vias
Comparacion técnicas de agrupamiento

Se analizaron cuatro (4) técnicas diferentes de agrupamiento con el n de determinar
su desempenfo en una tarea simple de identi cacion de vias, K-Means, DBScan, Single
Link y Gravitational Clustering (RAIN).

La zona seleccionada para dicho andlisis fue la zona 1 de Bogota (Figura 4.9), con una
muestra de 1,200 registros aproximadamente.

FIGURA 4.9: Muestra registros GPS Zona 1 Bogota
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En la zona seleccionada se pueden observar un total de cuatro (4) vias con reportes de
GPS. La calle 70a, la calle 70 y carreras 5y 7. Las carrera 7 y la calle 70 cuentan con
dos carriles con direcciones contrarias, lo cual en términos del sistema aumentaria la
cantidad de vias a seis (6). Las transmisiones no son uniformes sobre las mismas puesto
gue los equipos transmiten en diferentes intervalos de tiempo en diferentes horarios.
Sin embargo en los casos de las vias con menos transmisiones, se pueden observar pe-
quefos grupos que pueden considerase como segmentos pertenecientes a la misma, y
en un posterior analisis con herramientas especializadas, unir uno o0 mas grupos a la via
correspondiente.

A continuacién se presentan los mejores resultados para cada una de las técnicas selec-
cionadas junto con los parametros utilizados en cada una. En todos los casos se gra ca-

ron Unicamente grupos con al menos diez (10) elementos.

K-Means

FIGURA 4.10: K-Means zona 1

Parametros
= NUmero de clusters: 6

= NUmero de iteraciones: 10
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Coe ciente Silueta : 0.52499

La gura 4.10 muestra los resultados obtenidos por K-Means. Esta técnica demostré un
desempefio aceptable, logrando identi car las vias de la carrera 7 y calle 70, sin embargo
no logro distinguir la carrera 5 ni la calle 70a, uniéndolas a la carrera 7 y calle 70 respec-
tivamente, ademas de agregar varios puntos cuya distancia a las vias es signi cativa y
podrian considerarse ruido. Un mayor nimero de iteraciones no altera los resultados,
pues los grupos mantienen la misma forma y un menor numero de iteraciones genera
grupos demasiado pequefos que no representan correctamente una via. Considerando
gue K-Means encuentra en la mayoria de los casos grupos circulares, este comporta-
miento es esperado pero disminuye considerablemente su utilidad para el problema
de identi cacién de vias. Su coe ciente silueta de 0.52499 respalda estos resultados, la
cohesion de los grupos es aceptable aungue presenta grupos con puntos bastante aleja-
dos entre si. La separacion por otro lado es buena a nivel general, puesto que los grupos
incluyen en su mayoria puntos Unicamente con rumbos similares.

DBScan

FIGURA 4.11: DBScan zona 1
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Parametros
= Epsilon: le-1
= Minimo de puntos por grupo: 3

Coe ciente Silueta : 0.65102

La gura4.11 muestra los resultados obtenidos por DBScan, el cual demostré un desem-
pefio mejor a K-Means, encontrando 12 grupos con mejor de nicién de las vias, conside-
rando sus rumbos. Sin embargo, al igual que K-Means, incluyo varios puntos ruidosos
alejados de las vias en los grupos. Esto se puede deber a considerar un valor de épsilon
alto (1e 1) lo cual ocasiona que estos puntos terminen convergiendo en el grupo. No
obstante, al considerar valores de épsilon mas pequefios, DBScan falla en encontrar gru-
pos signi cativos, clasi cando mas de la mitad del conjunto de datos como ruido. Con

un coe ciente silueta de 0.65102 se comprueba la mejora respecto a K-Means; los grupos
presentan mucha mejor cohesién al no incluir puntos de vias muy alejadas al contrario
que K-Means, sin embargo algunos grupos incluyen puntos con rumbos alejados como
uno de los carriles de la carrera séptima (violeta), el cual contiene puntos sobre la calle
70, lo cual disminuye la separacion entre grupos.

Single Link

FIGURA 4.12: Single Link zona 1
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Parametros
= Punto de corte dendrograma: 150

Coe ciente Silueta : -0.64321

La gura4.12 muestra los resultados obtenidos por Single Link. Esta técnica presentd un
desempefio regular, que podria considerarse un punto medio entre K-Means y DBScan.
A diferencia de K-Means de ni6 mejor las vias separandolas mejor respecto a su posi-
cién geogra ca, pero presenta demasiada segmentacién, lo cual se re eja en una gran
cantidad de grupos (150) y como se puede observar, el grupo morado une la carrera 7
con la calle 70, vias que tienen rumbos aproximadamente perpendiculares entre si. Si se
considera un punto de corte mas alto en el dendrograma, a n de reducir el nimero de
grupos el desempefio empeora considerablemente.

Al considerar un corte con menos de diez (10) grupos, mas del 90 % de los puntos que-
dan en un solo grupo general que abarca todas las vias. Un corte de 150 grupos fue el
corte Optimo para Single Link, en el cual se pueden distinguir la gran mayoria de las
vias como segmentos independientes. Al disminuir el valor de corte subiendo méas en el
dendrograma, los segmentos comienzan a unirse con otros cuyos rumbos di eren bas-
tante como el caso del grupo morado. Esto puede deberse al mecanismo de unién de
Single Link, donde la distancia entre puntos cercanos pertenecientes a un mismo grupo
puede ser pequefa, pero puntos opuestos dentro del mismo pueden tener distancias
mucho mayores, lo cual puede ocasionar que puntos con diferentes rumbos se junten
en un mismo grupo. Un coe ciente silueta negativo respalda estos resultados, demos-
trando baja cohesion y separacion entre los grupos, por lo cual es dificil diferenciar vias
entre los grupos obtenidos, los cuales contienen asi mismo varios puntos ruidosos.
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Clustering gravitacional - RAIN

FIGURA 4.13: Clustering gravitacional zona 1

Parametros
= Epsilon: 1e-1
= |teraciones: 130
= Funcion decaimiento: f(x) = e x?
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.83827

La gura 4.13 muestra los resultados obtenidos por clustering gravitacional, que fue la
técnica que presento los mejores resultados entre todas las demas. Pese a que Unicamen-
te dos (2) vias fueron identi cadas de forma casi completa (carriles carrera 7), encontrd
asi mismo segmentos pertenecientes a las vias restantes, respetando sus rumbos y con
mayor robustez frente al ruido respecto a las demas técnicas evaluadas. Comparando los
resultados con el conjunto de datos original, se puede observar que los datos se encuen-
tran en gran medida dispersos unos de otros, y solo unas cuantas vias se encuentran
bien de nidas por reportes de GPS, vias que gravitational capturé correctamente.
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Se encuentran algunos puntos un poco alejados de las vias como parte de los grupos
gue las representan. Esto se debe puesto que se debid utilizar un valor de épsilon alto,
lo cual, al igual que en las otras técnicas, permite que varios puntos ruidosos terminen
siendo considerados dentro de una via. Un coe ciente de 0.83827 indica en efecto la
buena calidad de los grupos obtenidos. Pese a que los grupos encontrados representan
segmentos pequefios de las vias reales, estos se encuentran bien de nidos, separados
unos de otros por rumbos y bien contenidos en si mismaos, con pocos puntos alejados o
dispersos de los grupos a los que pertenecen.

Andlisis mejor técnica

Todos los resultados anteriormente expuestos fueron las mejores soluciones obtenidas
por cada una de las técnicas evaluadas. Mediante continuo ensayo y error y recomen-
daciones de expertos, se determinaron los pardmetros utilizados para cada técnica.

A continuacion el cuadro 4.1 resume los hallazgos encontrados a partir de los resultados
de cada técnica, asi como su tiempo de ejecucion y capacidad de procesamiento en linea,
con los cuales se evalué y escogio la técnica con mejor desempefio.

CUADRO 4.1: Andlisis técnicas de agrupamiento

Técnica Resultados Tiempo de | Proc. en
ejecuciéon linea

Identi cO 2 vias completas, sin em-

bargo fallé al considerar las distan-
cias entre vias, juntando vias pa-
ralelas alejadas en un solo grupo.
Puesto que requiere de antemano
el nimero de grupos a identi car,

en un ambiente donde se desconoz-
ca de antemano el numero de vias

K-Means 0.32 Si[39]

segundos

existentes, su desempefio disminui-
ria mas.
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CUADRO 4.1: Andlisis técnicas de agrupamiento

Técnica

Resultados

Tiempo de
ejecucion

Proc. en
linea

DBScan

Identi co las 6 vias con base en los
datos de entrada que no de nen
con total precisién las mismas. No
obstante el valor minimo de distan-
cia (épsilon) debe ser muy alto para
gue detecte vias por lo cual puntos
de ruido u outliers terminan siendo
agregados a los grupos, lo cual oca-
siona perdida en la calidad de las
vias, llegando a correrse o desfasar-
se considerablemente.

4.71
segundos

Si[40]

Single Link

Identi c6 gran parte de las vias pe-
ro divididas en demasiados seg-
mentos, los cuales a su vez contie-
nen gran cantidad de ruido. Gene-
rar un punto de corte 6ptimo re-
guiere experimentacion constante o
labores de post procesamiento pa-
ra asegurar segmentos de vias in-
dependientes, lo cual aumenta la
complejidad de la técnica respecto
alas demas.

10.26
segundos

No

Gravitacional

Identi c6 parcialmente casi en su
totalidad todas las vias. Pese a iden-
ticar muy pocas vias de forma
completa, presento el mejor desem-
pefio frente al ruido y deteccion de
rumbos respecto a las demas téc-
nicas. Considerando que la mues-
tra de datos se encontraba dispersa
y no todas las vias se encontraban
de nidas de igual forma con una
cantidad equivalente de puntos, su
desempefio puede mejorar conside-
rablemente al contar con méas datos.

2.07
segundos

Si[31]
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Con base en los resultados encontrados, se escogid la técnica de Clustering Gravitacio-
nal para el proceso de identi cacién de vias al demostrar mejor desempefo general,
mayor tolerancia a ruido y mejor potencial de deteccién de vias con mayor cantidad
de datos, ademas de contar con una implementacion para ujos de datos. Puesto que
los resultados de las demas técnicas en versiones estéaticas fueron de cientes, no se con-
sidero evaluar versiones con ujos de las mismas puesto que los resultados no serian
mejores.

Validacion mejor técnica

Con el nde validar el desempefio de la técnica de Clustering Gravitacional en la tarea
de identi cacién de rutas, se realizaron pruebas adicionales sobre conjuntos de datos de
mayor tamafio, cercanos a una prueba real aplicada, tanto en ambientes urbanos en la
ciudad de Bogota, como en ambientes rurales en el distrito de Laredo, Per(. Se realiza-
ron primero pruebas de desempefio con la version estatica del algoritmo para tener un
punto de referencia para comparar los resultados con la versién de ujos.

A continuacién se presentan los resultados obtenidos al aplicar la técnica gravitacional
enlas zonas 2y 3 (Figuras 4.14 y 4.19) de Bogota. Al igual que en las pruebas de evalua-
cion de técnicas, los resultados presentados son los mejores obtenidos para cada zona,
esta vez tomando grupos con al menos 50 elementos.
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Zona 2 Bogota

FIGURA 4.14: Muestra registros GPS Zona 2 Bogota

Enla zona 2, comprendida entre las carreras 50 y 30 con calles 63 y 53 se observan cuatro
(4) vias. Cada via cuenta con dos (2) carriles, a excepcion de la carrera 30 que cuenta con
tres (3), con rumbos opuestos. A diferencia de la zona 1, las vias se encuentran mucho
mejor de nidas, especialmente en la carrera 30. Pese a que existen vias adicionales al in-
terior del area delimitada por las 4 vias principales de la muestra, estas cuentan con muy
pocos datos y una de nicibn muy baja, por lo cual no se espera que sean identi cadas
por el algoritmo.
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Prueba estatica Zona 2 Bogota

FIGURA 4.15: Gravitational Clustering estatico zona 2 Bogota

Parametros
= Epsilon: 1e-3
= [teraciones: 530
= Funcion decaimiento: f(x) = e **
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.86881
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El desempefio en la zona 2 fue considerablemente bueno, identi cando practicamente
todas las vias con buena de nicién de puntos, teniendo en cuenta los rumbos de las mis-
mas. La carrera 30 fue identi cada en su totalidad de niendo correctamente los rumbos
de los carriles. Puesto que existen dos carriles sentido Norte-Sur seguidos con muy poca
distancia entre ellos, fueron tomados como un Unico grupo. El resto de vias presentan
divisiones de no mas de 3, maximo cuatro (4) segmentos, considerando que estas vias no
tienen el mismo nivel de de nicion que la carrera 30, por ejemplo. Aun asi, la deteccion
fue bastante precisa, sin verse afectada notablemente por ruido. El valor del coe ciente
silueta es acorde a los resultados obtenidos, siendo muy cercano a 1, con un valor de
0.86881, la cohesion y separacion entre grupos es buena y facil de ver visualmente. Los
grupos se encuentran bien separados entre si por su ubicacién geogra ca y rumbo y asi
mismo presentan buena cohesion, manteniendo todos sus puntos sobre la via a la que
pertenecen.

Para evaluar el desempefio de la version de ujos del algoritmo gravitacional se ordeno
la misma muestra de datos por fecha de transmisién de forma ascendente y se simu-
laron ventanas de transmision continuas, dividiendo el conjunto de datos en muestras
del 50%, 33 % y 20 % del tamafio de la muestra original, con el n de determinar el mar-
gen minimo de tiempo y/o transmisiones que requiere la version de ujos para operar
de forma oOptima y obtener resultados similares a la version estatica. Se escogieron es-
tos valores para abarcar varios margenes de diferentes tamafios, sin tener que realizar
demasiadas pruebas ni segmentar demasiado los datos.

Las ventanas de tiempo consideradas para la zona 2 se muestran en el cuadro 4.2.

CUADRO 4.2: Tamafio ventanas zona 2

Muestra Tamafio Periodo de transmisién
Muestra total 11,184 registros 10 meses
Ventana 1 5,593 registros 5 meses
50%
Ventana 2 3,728 registros 3 mesesy 10 dias
33%
Ventana 3 2,237 registros 2 meses
20%
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Prueba ujos ventana 50 %

FIGURA 4.16: Gravitacional con ujos 50 % zona 2 Bogota

Parametros
= Epsilon: 1e-3
= |teraciones: 330

= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.84317
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Prueba ujos ventana 30 %

FIGURA 4.17: Gravitacional con ujos 30 % zona 2 Bogota

Parametros
= Epsilon: 5e-3
= |teraciones: 330
= Funcion decaimiento: f(x) = e **
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.80548
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Prueba ujos ventana 20 %

FIGURA 4.18: Gravitacional con ujos 20 % zona 2 Bogota

Parametros
= Epsilon: 5e-3
= |teraciones: 330
= Funcioén decaimiento: f(x) = e X2
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.70721
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La gura 4.16 muestra los resultados obtenidos con la ventana del 50 %, en la cual ob-
serva un desempefio del algoritmo bastante similar a la prueba estatica, identi cando
practicamente las mismas vias con ligeros cambios como menos cantidad de puntos por
via 0 segmentacion un poco mas marcada y manteniendo un coe ciente silueta similar
de 0.84317, de nuevo manteniendo buena cohesion y separacion entre los grupos. Al-
gunos colores de algunas vias pueden parecer muy similares como si pertenecieran al
mismo grupo. Esto ocurre puesto que al momento de realizar la visualizacion de los gru-
pos se genera un color aleatorio para cada grupo, puesto gue se desconoce de antemano
cuantos grupos se identi cardn y su ubicacidn, por lo cual grupos cercanos pueden te-
ner colores similares pero con tonalidades distintas, dando la impresion de ser el mismo
grupo, cuando son grupos diferentes.

La gura4.17 muestra los resultados obtenidos con la ventana de 30 %, la cual identi co
de nuevo la gran mayoria de las vias, a excepcion de la glorieta comprendida entre la ca-
lle 63 y la carrera 50. Sin embargo esta vez se presenta una segmentacion mucho mayor
respecto a la version estatica y la ventana de 50 %, dividiendo cada via en aproximada-
mente 2-3 grupos para los casos de ambos carriles de las carreras 50 y 30. Aun asi pese a
la segmentacion, no se mezclan grupos con rumbos diferentes, como puede observarse
en su coe ciente silueta con un valor de 0.80548, indicando que en efecto los grupos
mantienen buena cohesion y separacion. En este caso, apoyandose en herramientas de
sistemas de informacidn geogra ca, es posible realizar un post procesamiento con los
resultados obtenidos, uniendo los diferentes segmentos sobre una misma via para com-
pletarla.

La gura 4.18 muestra la ventana de 20 %. Al contrario de las dos anteriores, esta gene-
ro mucha mayor segmentacion, llegando al punto de incluir ruido dentro de las vias. A
pesar de obtener un coe ciente silueta de 0.75721, por la gran cantidad de segmentos
generados no es posible a rmar que tan bien separados y cohesionados se encuentran
los grupos. Al ser demasiados grupos, la cantidad de puntos en cada grupo disminuye
considerablemente y el calculo del coe ciente puede verse alterado, demostrando un
aparente buen resultado pero en realidad varios grupos pueden contener puntos per-
tenecientes a vias diferentes o bastante alejados unos de otros. Esto parece indicar que
para la muestra utilizada el tamafio de ventana 6ptimo minimo es de 3,300 registros lo
cual equivale a un periodo de tres (3) meses y medio.
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Zona 3 Bogota

FIGURA 4.19: Muestra registros GPS Zona 3 Bogota

La zona 3 (Figura 4.19), comprendida entre la carrera 30 y la avenida caracas entre ca-
lles 63 y 53, contiene aproximadamente 7-8 vias de nidas con una buena cantidad de
registros. Existen varias vias mas presentes, sin embargo los puntos que las conforman
se encuentran mas dispersos y harian falta mas datos para identi carlas. Asi mismo,
presenta muchos mas reportes aislados que asemejan ruido, respecto a la zona 2.
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Prueba estatica Zona 3 Bogota

FIGURA 4.20: Gravitational Clustering estético zona 3 Bogotéa

Parametros
= Epsilon: 1le-2
= |teraciones: 530
= Funcion decaimiento: f(x) = e x?
= Decaimiento gravedad: 0.001
Coe ciente Silueta : 0.83048
La gura 4.10 muestra los resultados de la prueba estéatica en la zona 3. Su desempefio
fue similar a la zona 2; identi c6 la mayoria de rutas de nidas correctamente sin pro-

blema incluyendo una leve curva en la transversal 28, en naranja, indicando que puede
identi car correctamente vias continuas en curva. El valor del coe ciente silueta para



78 Capitulo 4. Aplicacién y validacion del sistema

esta prueba es muy similar al obtenido en la zona 2, ya que con un valor de 0.83048 de-
muestra de nuevo buena cohesién y separacion entre los grupos. La carrera 30 de nuevo
presenta dos segmentos con la misma orientacion igual que en la zona 2, correctamente
identi cados. En general la mayoria de las vias presentan continuidad, salvo un par de
excepciones que presentan a lo sumo separacién en dos segmentos.

Aligual que enla zona 2, se determinaron varias ventanas de tiempo para realizar prue-

bas con ujos de datos. El cuadro 4.3 resume los tamarfios de las ventanas para la zona
3.

CUADRO 4.3: Tamafio ventanas zona 3

Muestra Tamafio Periodo
Muestra total 11,093 registros 10 meses
Ventana 1 5,547 registros 5 meses
50 %
Ventana 2 3,698 registros | 3 mesesy 10 dias
33%
Ventana 3 2,218 registros 2 meses
20%

Prueba ujos ventana 50 %

FIGURA 4.21: Gravitacional con ujos 50 % zona 3 Bogota
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Parametros
= Epsilon: 5e-2
= |teraciones: 330
= Funcion decaimiento: f(x) = e X2
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.80636

Prueba ujos ventana 30 %

FIGURA 4.22: Gravitacional con ujos 30 % zona 3 Bogota

Parametros

Epsilon: 5e-2

Iteraciones: 340

Funcion decaimiento: f(x) = e **

= Decaimiento gravedad: 0.001
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Coe ciente Silueta : 0.80211

Prueba ujos ventana 20 %

FIGURA 4.23: Gravitacional con ujos 20 % zona 3 Bogota

Parametros
= Epsilon: 5e-2
= [teraciones: 320
= Funcion decaimiento: f(x) = e X2
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.76007

La gura 4.21 muestra los resultados de la ventana de 50 %. Al igual que las pruebas
con la zona 2, el desempefio al utilizar esta ventana es bastante similar, por no decir casi
idéntico a la versidn estatica. Se detectaron las mismas vias, aunque algunas con menor
detalle. Conserva la robustez al ruido al igual que la prueba estética, lo cual es de gran
utilidad considerando que existe una mayor cantidad de datos anémalos en esta zona.
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Con un coe ciente silueta con valor de 0.80636 al igual que en la zona 2, demuestra bue-
na cohesién y separacioén de los grupos obtenidos.

La gura 4.22 muestra los resultados de la ventana de 30 %. Esta demuestra un rendi-
miento menor respecto a su contraparte en la zona 2, identi cando menos vias que la
ventana de 50 %. Sin embargo la segmentacion es menor y las vias no se dividen en mas
de 2 segmentos. Comparando las vias obtenidas respecto a la ventana de 50 % se puede
observar hacen falta varias vias; lo cual pudo ser ocasionado por una poca cantidad de
puntos sobre las mismas en cada ventana de transmision, lo cual conlleva a que estas
vias se segmenten en varios grupos con menos de 50 elementos, por lo cual en el pro-
ceso nal de seleccién y visualizacion de grupos no fueron consideradas. Aun asi su
coe ciente silueta con un valor de 0.80636 demuestra buena calidad de los grupos de
vias obtenidos respecto a cohesion y separacion.

Por altimo, la ventana de 20 % ilustrada en la gura 4.23, rati ca los resultados obte-
nidos en la zona 2. Al segmentar el conjunto de datos en ventanas de datos pequefas
(menos de 3000 registros), el algoritmo presenta di cultades considerables para deter-
minar las vias. Pierde su robustez frente a datos anémalos y solo logra identi car vias
con grandes cantidades de datos, como la carrera 30 y no de forma completa sino me-
diante varios segmentos sobrepuestos. De nuevo, el valor del coe ciente silueta no es
determinante, puesto que pese a tener un buen valor de 0.76007, al visualizar los gru-
pos obtenidos no se pueden inferir correctamente vias ni cohesién ni separacion entre
grupos, ademas que muchos grupos parecen incluir puntos ruidosos.

Estos resultados en conjunto con los obtenidos para la zona 2 también para la ventana
de 20 % demuestran porque es necesario considerar un andlisis visual de los grupos ob-
tenidos y no solo considerar valores de métricas de validacion internas, las cuales pese
a presentar buenos valores o valores aceptables no indican que la calidad de los resulta-
dos obtenidos sea Optima.

Analizando los resultados obtenidos para las pruebas urbanas se puede observar que
el algoritmo presenta un buen nivel de desempefio en la tarea de identi caciéon de vias
determinadas por reportes de GPS. Requiere un nivel minimo de resolucién sobre las
vias a detectar, es decir, requiere que las vias se representen por una cierta cantidad
minima de reportes y que las distancias entre los puntos de transmision sean lo mas
cercanas posible, a n de determinar vias mas completas y claras. Esto es de esperarse
puesto que si los puntos se encuentran demasiado alejados unos de otros, no hay una
forma clara de determinar si pertenecen a una misma ruta, en especial cuando no se
cuenta con mapas o cartografia del area que se esté analizando.
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Respecto al procesamiento en linea se obtuvieron buenos resultados, manteniendo mar-
genes aceptables hasta con ventanas de minimo 30 % del total de registros de las mues-
tras utilizadas, lo cual son ventanas de alrededor 3000 registros aproximadamente, en
periodos de tres (3) meses de transmisiones.

El objetivo de estas pruebas en sectores urbanos era validar el nivel de e ciencia del al-
goritmo escogido, en este caso clustering gravitacional, al momento de identi car vias
en un ambiente simulado lo mas cercano posible a una aplicacion real. Al utilizar zonas
urbanas cuya malla vial es conocida y actualizada de forma mas constante se puede
veri car directamente que las vias obtenidas por el algoritmo correspondan a vias exis-
tentes reales, asi como determinar el margen de error de la via aproximada y la via real.
Las pruebas en sectores rurales buscan validar si el algoritmo ahora es capaz de detectar
vias nuevas 0 no existentes en los mapas comerciales, tarea en la cual radica su verda-
dero potencial y utilidad, en zonas o terrenos privados o no, de los cuales se requiere
identi car cartografia de malla vial.

A continuacioén se presentan los resultados obtenidos al aplicar la técnica gravitacional
sobre las zonas rurales 1y 2, del distrito de Laredo, Per(, presentadas anteriormente.
De nuevo, se presentan los mejores resultados obtenidos, con grupos de al menos 50
elementos.

Zona 1l Laredo

FIGURA 4.24: Muestra registros GPS Zona 1 Laredo
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Lazona lde Laredo (Figura 4.24) comprende una carretera principal denominada Laredo-
Samne al oeste de la ciudad de Trujillo y una serie de carreteras auxiliares que conectan a
la misma. Veri cando con Google Maps, se detectaron varios fragmentos que asemejan
vias, no incluidas en Maps. Estos fragmentos estan resaltados en color verde. Algunas
cuentan con una aparente buena de nicién en términos de reportes mientras que otras
no tanto.

Prueba estéatica Zona 1 Laredo

FIGURA 4.25: Clustering gravitacional estatico zona 1 Laredo

Parametros
= Epsilon: 5e-2
= |teraciones: 580
= Funcion decaimiento: f(x) = e X2
= Decaimiento gravedad: 0.001

Coe ciente Silueta : 0.84554

Los resultados de la zona rural 1 (Figura 4.25) fueron buenos a nivel general. Pese a no
identi car totalmente las vias existentes, en gran parte puesto que varias no se encon-
traban bien de nidas, logré identi car tres (3) vias nuevas no existentes (en verde) en la
capa de Google Maps. La via debajo del rio pese a estar segmentada en dos (2), parece
ser una sola via segun se in ere de la muestra de registros. El coe ciente silueta indica
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buena calidad de los grupos con un valor de 0.84554, el cual al igual que en las pruebas
urbanas muestra en efecto buena cohesion y separacion de las vias identi cadas.

Al igual que las zonas rurales, se mantuvieron los mismos margenes de muestreo pa-
ra generar ventanas de transmision para pruebas en la version de ujos, los cuales se
resumen en el cuadro 4.4.

CUADRO 4.4: Tamafio ventanas zona 1 Laredo

Muestra Tamafio Periodo
Muestra total 20,000 registros 2 mes
Ventana l-50% | 15,000 registros 1 meses
Ventana 2 - 33% 6,667 registros 20 dias
Ventana 3 - 20 % 4,000 registros 12 dias

Prueba ujos ventana 50 %

FIGURA 4.26: Gravitacional con ujos 50% zona 2 Laredo

Pardmetros
= Epsilon: 3e-2
= [teraciones: 430
= Funcién decaimiento: f(x) = e *¥*

= Decaimiento gravedad: 0.001
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