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Dado a que en ocasiones nos vemos obligados a
comportarnos como las bestias, es recomendable
que el principe se transforme en zorro y en
leon; por que el leén no sabe protegerse de
las trampas mi el zorro protegerse de los lobos.
Es pues necesario ser zorro para conocer las
trampas y leon para ahuyentar a los lobos.

Nicolas Maquiavelo
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Resumen

Aprendizaje Profundo para el Mapeo de Maleza Usando Imagenes
Multiespectrales Adquiridas por Drones

La maleza o malas hierbas se de ne como una planta que crece de forma silvestre en un
lugar indeseable para la actividad agr cola. Esto es debido a que compite por los recursos
limitados disponibles en un sector previamente destinado y acondicionado a la produccion de
alimentos u otras actividades espec cas, disminuyendo su rendimiento. Tradicionalmente
los granjeros aplican la escarda o eliminacion de malas hierbas con herramientas manuales,
haciendo de este un proceso lento y costoso debido a la gran cantidad de mano de obra
necesaria.

Con el n de reducir el numero de trabajadores en la labor, agentes qu micos de accion selec-
tiva son usados directamente sobre el cultivo para matar la planta invasora, sin embargo, en
grandes extensiones de terreno es dif cil conocer previamente la distribucion espacial de la
maleza, por lo que la aplicacion del agente se hace de manera uniforme en toda la plantacion,
llevando a un mayor desperdicio del producto y por ende un incremento en los costos.

En este documento se propone una estrategia para la deteccion automatica de la distribucion
espacial de la maleza en un terreno cultivado usando algoritmos de aprendizaje profundo
(DL) en imagenes multiespectrales. Para probar el desempenro de la estrategia se utilizo una
base de datos de imagenes recolectada por un veh culo aereo no tripulado (VANT).

Las bases de datos empleadas proporcionan las imagenes multiespectrales y su respectiva
mascara, esta ultima representa la informacion semantica de cada uno de los pixeles de la
imagen, la informacion semantica se constituye a partir de tres colores cada uno de ellos
pertenecientes a una clase de interes: el rojo representa la maleza, el verde representa el
cultivo y el negro representa el fondo o todo aquello que no es vegetal en el mapa.

Adicionalmente, el problema se abordo como un problema de segmentacion semantica y la
estrategia de solucion fue un algoritmo de DL. Al aplicar la solucion a las imagenes se evi-
dencia una mejora en las diferentes metricas usadas en la literatura para estas bases de datos
tales como el AUC y el F1-score, ademas se evidencia excelentes resultados en las mascaras
predichas para los datos de prueba.

Por ultimo, se analiza el aporte de los diferentes canales multiespectrales y de tecnicas
clasicas de preprocesamiento de imagenes a las metricas del modelo, ademas de la capaci-
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dad de este por generar buenas representaciones semanticas del terreno captado por el sensor.

Palabras clave: Mapeo de Maleza, Segmentacion Semantica, imagenes Multiespec-
trales, Aprendizaje Profundo, VVeh culo Aereo No Tripulado , Clasi cacion Por P xeles,
Aprendizaje Automatico En Produccion, Redes Neuronales Convolucionales.
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Abstract

Deep Learning for Weed Mapping Using Multispectral Imagery Acquired by
Drones

A weed is de ned as a plant that grows wild in a place undesirable for agricultural crops.
This is because it competes for the limited resources available in a sector previously destined
and conditioned for food production or other speci ¢ activities, decreasing its yield. Tra-
ditionally farmers apply weeding or weed removal with hand tools, making this a slow and
costly process due to the large amount of labor required.

In order to reduce the number of workers involved, selective action chemical agents are used
directly on the crop to kill the invasive plant, however, in large extensions of land it is di -
cult to know the spatial distribution of the weeds beforehand, so the application of the agent
is done uniformly throughout the plantation, leading to a greater waste of the product and
therefore an increase in costs.

This thesis presents a strategy for automatic detection of the spatial distribution of weeds in
a cultivated eld using deep learning (DL) algorithms on multispectral images is proposed.
An image database collected by an unmanned aerial vehicle (UAV) was used to test the
performance of the strategy. The databases used provide the multispectral images and their
respective mask, the latter represents the semantic information of each of the pixels of the
image, the semantic information is represented using three colors, each one belonging to a
class of interest: red represents the weeds, green represents the crop and black represents
the background or everything that is not vegetation on the map.

Additionally, the problem was approached as a semantic segmentation problem and the solu-
tion strategy was a DL algorithm. By applying the solution to the images, an improvement
in the di erent metrics used in the literature for these databases such as AUC and F1-score is
evidenced, in addition to excellent results in the predicted masks for the test data. Finally,
the contribution of the di erent multispectral channels and classical image preprocessing
techniques to the model metrics is analyzed, as well as the model’s ability to generate good
semantic representations of the terrain captured by the sensor.

Keywords: Weed Mapping, Semantic Segmentation, Multispectral Images, Deep Learn-
ing, Unmanned Aerial Vehicle, Pixel-Wise Classi cation, Machine Learning Engineer-
ing for Production, Convolutional Neural Networks.
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1 Introduccion

El uso excesivo de herbicidas puede llevar a una rapida evolucion de la resistencia a este
producto por parte de la especie vegetal a eliminar. lgualmente, existe un efecto adverso
sobre la especie cultivada que se desea proteger, a los habitats de algunos animales, a la salud
de las personas que manipulan el producto e incluso a aquellos que viven cerca del lugar de
la aplicacion [1]. Anualmente, el costo en el control de una unica especie, la Alopecurus
myosuroides (hierba negra) ascienden a unos 1000 millones de libras esterlinas y las perdidas
del rendimiento anual del trigo es de unas 3.4 millones de toneladas unicamente en Inglaterra,
existiendo a nivel mundial unas 253 especies resistentes a los herbicidas [2].

La maleza es un conjunto de plantas que crecen espontaneamente muy cerca de terrenos
cultivados. Estas plantas no son deseadas debido a que en todo momento estan compitiendo
con el cultivo por recursos tales como el agua, la luz, los nutrientes y el espacio, causando
efectos adversos en la calidad y en la cantidad de la cosecha [3]. Un agricultor puede tolerar
solo un umbral de perdidas economicas debido a la maleza, por lo tanto, usa herbicidas para
reducir la cantidad de maleza para mantener las perdidas por debajo de ese umbral al tiempo
que se procura evitar danos signi cativos no deseados a las plantas cultivadas [4].

Sin embargo, la maleza no crece de manera uniforme siendo comun una aplicacion sobre
toda la extension del cultivo incluso en areas libres de maleza, empleando como medio de
transporte del herbicida un avion o un tractor [5, 6]. El control por precision de la maleza
del ingles Site Speci ¢ Weed Management (SSWM) es el area de estudio encargada de de-
sarrollar sistemas de gestion de maleza. El SSWM busca disminuir el uso de herbicidas
sin comprometer la calidad del cultivo, reduciendo considerablemente la mano de obra y el
tiempo requerido para la labor [7, 8].

Para crear una estrategia que logre reducir las perdidas economicas derivadas de la aplicacion
indiscriminada del herbicida, es necesario construir un mapa con la localizacion espacial y
la densidad de la maleza en el terreno. Lo anterior se denomina mapeo de maleza 0 Weed
Mapping, y puede dar una estimacion de donde se necesita una mayor o menor cantidad del
producto, o donde realmente no se necesita [9, 10].

La popularizacion de sistemas roboticos autonomos equipados con sensores capaces de adquirir
imagenes que cubren mas alla del espectro visual, hacen posible el analisis visual del estado
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de un cultivo sin la intervencion de un ser humano. Existen dos tipos de plataformas que se
emplean normalmente en esta tarea: la primera plataforma es un veh culo terrestre todoter-
reno de cuatro ruedas que se encuentra equipado con un extenso conjunto de sensores, entre
ellos una camara cuyo lente apunta hacia el suelo. La camara esta rodeada por un elemento
protector que obstaculiza la entrada de la luz ambiente en el area de captura, tal como se
presenta en la Figura 1-1 [11, 12].

- Irradiance
DJIMavic ¢ sensor
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‘l...
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Figure 1-1: Las plataformas terrestres y aereas son las mas populares en la adquisicion de
imagenes de campos cultivados [11, 12]

La segunda plataforma pertenece al grupo denominado de captura remota. Estos son sis-
temas de adquisicion de imagenes montados sobre satelites, aeroplanos o veh culos aereos no
tripulados (VANTS). Los VANTS son los mas populares en esta categor a dado que la tarea
a ejecutar requiere de una gran versatilidad, costos bajos y una alta resolucion espacial en
las imagenes adquiridas [12, 13].

Sin embargo, estas ventajas vienen con limitaciones tecnicas asociadas a la adquisicion de
imagenes a bajas altitudes y la imposibilidad de cubrir el area de estudio en una sola
toma. Recientemente, esto ha podido ser solventado uniendo el conjunto de imagenes de
todas las secciones del terreno en una unica composicion homogenea llamada mapa ortomo-
saico [14]. Una vez obtenido el mapa ortomosaico, la siguiente tarea consiste en desarrollar
la metodolog a para construir el mapa de maleza de la zona.

En adicion, las tecnicas de aprendizaje profundo (DL) han sido ampliamente utilizadas en
el mapeo de maleza con VANTS [15, 16]. Estas tecnicas han sentado el estado del arte en
esta aplicacion, mejorando signi cativamente las metricas de evaluacion y la calidad visual
de los mapas resultantes [17].
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1.1 De nicion del Problema

Aunque las tecnicas de DL han mostrado resultados sobresalientes en la construccion de ma-
pas de maleza [18, 19, 20, 12], algunos retos han sido evidenciados. Uno de estos desaf os es
el desarrollo y las mejoras para la deteccion de maleza usando imagenes multiespectrales [21].
Estas imagenes brindan mucha mas informacion de elementos vegetales a la que no se puede
acceder utilizando el espectro de la luz visible [22]. Sin embargo, en la mayor a de los estu-
dios, el metodo preferido para adquirir datos fue el uso de una camara digital montada en
un veh culo terrestre para recoger imagenes RGB [23].

En algunos trabajos donde se explora el uso de imagenes multiespectrales existen desaf os
a la hora de clasi car correctamente los sectores de la imagen con maleza por parte de los
modelos y la frecuente confusion entre la maleza y las plantas del cultivo. Esto es causado
principalmente por maleza de pequero tamano con alta variabilidad en forma, tamaro y
apariencia [21]. Por ultimo, trabajar con imagenes multiespectrales hace necesario un ujo
de datos personalizado que alimente etapas a posteriori dentro del pipeline de entrenamiento
sin cuellos de botella que limite el hardware de procesamiento gra co [24]. ES necesario
ademas el desarrollo de arquitecturas que aprovechen realmente la informacion extra dada
por los canales multiespectrales.

Por lo tanto, las siguientes preguntas de investigacion son de nidas en esta propuesta:

>Como entrenar el modelo de manera e ciente haciendo el mejor uso de los recursos
computacionales?

e >Como desarrollar una estrategia usando DL que mejore el rendimiento en el mapeo
de maleza con imagenes multiespectrales?

= >Se pueden aprovechar los canales multiespectrales para brindar un mayor rendimiento
en modelos basados en DL?

e >Como se puede evaluar efectivamente los modelos de DL de mapas de maleza que se
alimentan de imagenes multiespectrales?

1.2 Objetivos Principales y Espec cos

1.2.1 Objetivo General

Implementar y evaluar un metodo de aprendizaje profundo para la generacion de mapas de
maleza con imagenes multiespectrales de diferentes bases de datos publicas.
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1.2.2 Objetivos Espec cos

e Proponer una estrategia de pre-procesamiento y ujo de datos para imagenes multi-
espectrales.

e Proponer una estrategia de DL para mejorar el rendimiento en la creacion de mapas
de maleza usando imagenes multiespectrales.

e Validar y evaluar sistematicamente los resultados obtenidos en la generacion de mapas
de maleza comparado con los algoritmos identi cados en la literatura.

1.3 Estructura de la Tesis

Esta tesis esta estructurada de la siguiente manera: EIl primer cap tulo presenta la intro-
duccion de la tesis, la identi cacion del problema, los objetivos principales y espec cos,
as como las aportaciones del trabajo. EIl segundo cap tulo presenta los antecedentes y los
trabajos relacionados. El tercer cap tulo presenta la estrategia de disponibilidad y preproce-
samiento de datos utilizada para servir al modelo las imagenes multiespectrales junto con
sus mascaras al tiempo que se reducen los tiempos no productivos del acelerador gra co.
El cuarto cap tulo explica la estrategia propuesta junto con la evaluacion de la misma com-
parandola con resultados obtenidos en trabajos previos que usan esta base de datos y mode-
los de segmentacion comunmente empleados para esta tarea. Por ultimo, el quinto cap tulo
presenta las conclusiones de la tesis y los trabajos futuros.



2 Trabajos Relacionados

El uso de VANTSs es de gran utilidad en el campo del mapeo de maleza dada su versatili-
dad. Estos veh culos tienen la posibilidad de volar a bajas altitudes en comparacion con otros
veh culos aereos, mantenerse estaticos en un punto en el cielo en el caso de los cuadricopteros
y capturar imagenes aereas de muy alta resolucion que abarcan un area de terreno consid-
erablemente mayor a un veh culo terrestre.

Adicionalmente, estos veh culos pueden equiparse con camaras multiespectrales que ofrecen
un mayor abanico de informacion que el proporcionado por una camara digital RGB (ver
Figura 2-1). Estas bandas adicionales escapan del espectro de la luz visible que puede
percibir el ojo humano, tal como las bandas cercanas al infrarrojo (NIR), pero permite
obtener informacion vegetal que puede ayudar a diferenciar la planta del entorno que la
rodea. Estas bandas espectrales son la base de un gran un numero de ndices de vegetacion,
ademas de las caracter sticas de color o textura extra das a partir de las bandas RGB.

RGB NIR Mascara

Figure 2-1: Las imagenes multiespectrales tienen canales espectrales mas alla de la luz
visible, brindando informacion adicional de los elementos vegetales presentes.
Fuente: [12]

Los modelos clasicos de aprendizaje de maquina (ML) han sido usados con gran exito durante
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mucho tiempo en la tarea de clasi cacion de maleza usando imagenes multiespectrales [25].
La estrategia para implementar estos modelos sigue basicamente un conjunto de cinco pasos
de manera secuencial: adquisicion de las imagenes, preprocesamiento, extraccion de carac-
ter sticas, implementacion del modelo, y, por ultimo, una manera de evaluar el desempenro
del modelo. Uno de estos pasos, la extraccion de caracter sticas requiere de la intervencion de
un experto que de na a partir de su conocimiento del area la utilidad de una u otras. Estas
caracter sticas subjetivas extra das a partir de las imagenes deben ser capaces de discriminar
la maleza invasora de la planta cultivada. Esto plantea grandes retos a estos clasi cadores
clasicos debido a la complejidad y variabilidad de la informacion, un caso comun es el hecho
de que la planta cultivada y la maleza pueden ser muy similares [23].

Por otro lado, las estrategias de DL extraen automaticamente las caracter sticas discrimi-
natorias, sin la intervencion de algun experto. Una familia de arquitecturas comunmente
empleadas son las redes neuronales convolucionales (CNN), que procesan datos en forma de
arreglos multidimensionales tales como las imagenes. Las CNN han ganado gran popularidad
estos ultimos arnos en el campo de la vision por computadora, y sus distintas con guraciones
han ganado bastante aceptacion por el exito en distintos desaf os academicos en areas como
el reconocimiento de imagenes, deteccion de objetos y segmentacion semantica [26, 27].

La arquitectura tradicional de una CNN es de la forma imagen/etiqueta, es decir, el modelo
recibe una imagen o un conjunto de imagenes y produce una distribucion de probabilidad
sobre un cierto numero de clases o etiquetas pertenecientes a un grupo de objetos de interes
que se presumen se podr an encontrar dentro de la imagen [28]. A continuacion, se expone
una recopilacion de trabajos previos siguiendo la taxonom a general de tecnicas de deteccion
de maleza basada en DL hecha por Zhang et al. [27] en el ano 2021, en esta busqueda
se priorizaron art culos que apliquen clasi cacion a nivel de pixeles comunmente conocida
como segmentacion semantica [29] sobre imagenes multiespectrales adquiridas desde VANTS.

El campo de mapeo de maleza ha sido un campo bastante activo en estos ultimos anos [30,
31], existen numerosos trabajos escritos en el campo del mapeo de maleza usando imagenes
multiespectrales [32, 33, 31], VANTSs [34, 35] y segmentacion semantica con DL [36, 37] de
manera separada. En el 2017, Sa et al. [19] con su implementacion de la WeedNet desarrol-
laron un framework que utiliza de manera conjunta estos tres pilares. Los autores realizaron
la adquisicion de una base de datos etiqguetada manualmente con las clases cultivo (remolacha
azucarera) y maleza (de una especie no especi cada), a esta base de datos se le vario el nivel
de maleza en ciertas areas del terreno con ayuda de pesticidas y se aplicaron estrategias de
preprocesamiento para que cada ejemplo de entrenamiento y de prueba tuvieran los canales
NIR, Rojo y NDVI. Esta base de datos alimento una red SegNet [38], la cual esta basada en
las capas para la extraccion de caracter sticas de la VGG16 y fue entrenada con diferentes
combinaciones de canales obteniendo todos resultados mayor a 0.8 en F1-score, siendo el



modelo con la combinacion los canales NIR+Rojo, el mejor modelo para la clasi cacion de
la maleza.

Es importante en este punto mencionar trabajos que abordan un problema cr tico: el tiempo
y la mano de obra especializada en el etiquetado manual de este tipo de tareas. Di Cicco et
al. [39] tambien en 2017 genero una base de datos sintetica que reproduce distintas especies
de malezas y cultivos, etapas de crecimiento, condiciones atmosfericas y tipos de suelos. El
resultado son imagenes fotorrealistas de campos agr colas de las que se obtienen mascaras
segmentadas similares a una base de datos real. Sin embargo, unicamente se pueden repro-
ducir canales del espectro visible afectando el desempero del modelo.

En 2018, San et al. [12] publico una version extendida de su trabajo anterior que inclu a una
metodolog a para la creacion de bases de datos para el mapeo de maleza en alta resolucion
y con una amplia cobertura de terreno cultivado. Esta metodolog a fue llevada a cabo nue-
vamente sobre cultivos de remolacha azucarera (Beta vulgaris) usando VANTS con camaras
multiespectrales y a baja altitud, las imagenes suministradas por los drones fueron agrupadas
en un unico mapa del terreno (mapa orto-mosaico) y expertos etiquetaron el mapa a nivel de
p xeles. Finalmente, las imagenes alimentaron una red SegNet en distintas con guraciones
de canales, siendo la concatenacion de nueve canales (incluyendo canales redundantes) la que
alcanzo el area bajo la curva (AUC) mas alta [Fondo=0.839, Cultivo=0.863, maleza=0.782].
Los mapas ortomosaicos agregan gran valor al mapeo de maleza, permitiendo a algoritmos
de alto nivel planear rutas optimas para la aplicacion de pesticidas.

El trabajo de Huang et al. [28] de 2018 exploro el mapeo de maleza en un campo de arroz
en China y demostro que una red FCN [29] con una arquitectura que extrae mapas de car-
acter sticas en secciones intermedias de la red reduce el efecto de la perdida de informacion
espacial mejorando la salida del segmentador. Una continuacion de este trabajo por parte
del mismo autor y en el mismo aro es publicado, en esta ocasion con mejoras tales como el
procesamiento multi-escala, nuevas capas convolucionales y modelos gra cos a la salida de
la red. Como resultado se obtiene un incremento considerablemente de las metricas [40].

En el 2019, Skovsen et al. [41] publico un desaf o que incluye la segmentacion semantica de
maleza junto con distintas especies de treboles, la base de datos consta de imagenes con un
tamano de p xel en el terreno (GSD) de 4-8 p xeles por mil metro (mm). Rist et al. [42]
en ese mismo ano investigo los efectos de la baja resolucion en el mapeo de maleza, para
ello se utilizo una base de datos satelital relativamente pequena. Esta base de datos en su
momento amplio la cobertura en comparacion con otras disponibles, abarcando un terreno
amplio (30km?) pero con una resolucion baja con respecto a los VANTSs (500mm-=pixel de
GSD). Cada una de las imagenes de entrenamiento contaba con 4 canales (RGB+NIR) y
mascaras binarias etiquetadas manualmente (p xeles blancos corresponden a la maleza), dis-
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tintas tecnicas de pre-procesamiento se usaron para aumentacion de datos (desplazamientos
espaciales, rotaciones, acercamientos y alejamientos) y una variante de la U-Net [43] espe-
cialmente disenada para datos adquiridos por sensores montados de manera remota [43] se
implementa como modelo segmentador, los mejores resultados son de un 0.535 de interseccion
sobre la union (loU).

En 2019, Adhikari et al. [44] expuso como en un campo de arroz las estrategias de control
biologico para un tipo de maleza, el mijo comun, fallaban. Esto se debe a que su aspecto
es similar al de las plantas de arroz, para solucionar el problema se busco una estrategia de
DL que consist a en detectar las | neas de arroz para que un veh culo robotico se desplazara
entre las | neas, luego se detectaba la maleza y se extra a automaticamente. Ademas, el
autor en este trabajo introdujo el concepto de gra cos semanticos en el area, una manera de
disminuir la carga del etiquetado manual expresando un concepto objetivo en forma de gura
para facilitar el aprendizaje.Para este caso en concentro, se trazaron las | neas de arroz reales
y se marcaron como maleza todas aquellas plantas de aspecto similar fuera de las trazas de
arroz. Un modelo personalizado llamado ES-Net fue propuesto como modelo segmentador,
obteniendo una media de la interseccion sobre la union (mloU) de 0.5178 superando a mod-
elos en la misma tarea como la U-Net [45], DeepLabv3 [46] y FCN-8 [29].

Siguiendo con los trabajos claves en 2019, Brilhador et al. [47] exploro el impacto de tecnicas
de aumentacion de datos en el mapeo de maleza: transformaciones sobre la imagen de en-
trada y extraccion de parches en imagenes de alta resolucion, el uso de estas estrategias
incremento un 19:96% el promedio del coe ciente de similaridad de Dice (Avg. DSC) con
respecto al modelo que no las usa.

El trabajo de Fawakherji et al. [48] en 2020 abordo el mapeo de maleza en dos pasos us-
ando dos CNN en secuencia. El primer paso utilizo una U-Net modi cada cuyo objetivo fue
separar los p xeles entre dos clases: el suelo y lo vegetal. Despues, cada planta se clasi co
como cultivo o maleza utilizando una VGG-16 [49].De forma similar, Abdalla et al. [20] en
2019 implemento la SegNet para separar los elementos vegetales del suelo y otros elemen-
tos no deseados, esta mascara resultante hizo las veces de entrada a un clasi cador clasico
(una SVM en este caso), disminuyendo el numero de parametros entrenables y por ende una
menor cantidad de las costosas etiquetas manuales es necesaria.

Asad et al. [50] en 2020 reporto un analisis comparativo en la tarea de mapeo de maleza
en un campo de canola con el extractor de la ResNet-50 [51], en este caso ambas se usaron
como red base tanto en la SegNet como en la U-Net. Como resultado se obtuvo un 0.6648
de loU en la clase maleza cuando la SegNet usa de base la ResNet-50 frente a los 0.5930 que
se obtienen con la VGG-16.



De forma independiente, Ma et al. [52] en 2019 llego a conclusiones similares esta vez en
un campo de arroz, donde una red SegNet obtiene un mloU de 0:618 contra un 0:538 y
0:530 de IoU de la FCN y la U-Net respectivamente. Ademas del riesgo de perder una parte
de sus cosechas, los agricultores deben tratar con maleza toxica, tal es el caso de la especie
Colchicum autumnale una planta que crece en prados y pastos extensos y que pone en peligro
la salud del ganado.

Petrich et al. [53] en su trabajo del 2020 aplico una estrategia de segmentacion semantica
con una U-Net modi cada para identi car los p xeles en imagenes de drones que pertenec an
a la indeseada especie, el modelo se probo sobre una seccion de la pradera nunca antes vista
y se obtuvo un recall de 0:886 y una precision de 0:692 en promedio. Por otro lado, Ram rez
et al. [54] en ese mismo 2020 uso tres modelos de segmentacion semantica (SegNet, UNet
y DeepLab v3) para la deteccion de maleza con imagenes multiespectrales. Los resultados
de 0:89 y 0:81 en terminos de AUC y F1-score promedio del modelo DeepLab v3 mostro su
gran potencial de uso en la tarea.

Osorio et al. [21] en el ano 2020 presento una estrategia de deteccion de maleza novedosa,
donde un sensor multiespectral se usa para extraer el ndice NDVI. Este ndice se uso como
un Itro que busca eliminar todo lo que no es vegetal en la imagen. A esta mascara de ob-
jetos vegetales se le aplico un extractor de caracter sticas llamado histograma de gradientes
orientados (HOG) [55] que sirve como entrada para un modelo de maquina de soporte vec-
torial (SVM) que discrimina la clase planta cultivada.La salida del modelo elimino todas las
plantas del ndice NDVI dejando unicamente la clase maleza. Aunque los demas algoritmos
usados son de DL estos siguieron practicamente la misma metodolog a, solo que en estos
casos el ndice NDVI se uso unicamente para Itrar la clase planta cultivada generada tanto
por el modelo YOLO [56] como por el modelo Mask-RCNN [57]. Los resultados fueron de
0:88, 0:96, y 0:96 de F1-score para los modelos HOG+SVM, YOLO y Mask-RCNN respec-
tivamente.

En adicion, Zou et al. [58] en 2021 uso mapas ortomosaicos recopilados a partir de imagenes
tomadas por drones con una resolucion espacial de 5mm=pixel en GSD en un campo de
cultivo de calendulas. El mapa ortomosaico fue dividido en parches de 2560 256 p xeles
para alimentar una red neuronal convolucional de tipo U-Net. En el art culo se expone
una metodolog a que consiste en extraer primero todo elemento vegetal de la imagen (tanto
plantas como maleza) llamado ndice EXG. La UNet se encarga de segmentar unicamente las
plantas y la diferencia entre el ndice EXG vy el resultado de la UNet crea el mapa de maleza,
los resultados de segmentacion de maleza fueron de 0:9340 en loU.

Otro importante aspecto que afecta la implementacion de estos algoritmos en el problema de
mapeo de maleza es el crecimiento, es decir, la capacidad del modelo de segmentar correcta-
mente el mismo cultivo en distintas etapas de su desarrollo. Este enfoque espacio-temporal
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fue abordado por Lottes et al. [11] en 2020, donde se usa un robot sobre cultivos sembra-
dos en hileras y cuya distancia inter-planta es la misma. Aprovechando esta caracter stica
geometrica se entrena un modelo el cual fue alimentado con una secuencia de imagenes
tomadas por el robot en movimiento sobre la misma hilera en un rango de tiempo uni-
forme.Esto implico que el segmentador pudo ademas discriminar maleza visualmente similar
a la planta cultivada usando la dispersion de estas con respecto a las plantas capturadas en
fotogramas anteriores, los resultados de esta estrategia mejoraron hasta en un 18% en mAP.

Bosilj et al. [59] en 2020 aplico una estrategia de transfer learning usando modelos ya en-
trenados con diferentes bases de datos que contienen distintos tipos de cultivos y de maleza.
El resultado obtenido dejo patente de que es posible entrenar un modelo hasta un 80% mas
rapido, teniendo mascaras parcialmente anotadas y aun as obtener resultados comparables
a anotaciones mas laboriosas. Transcurriendo todav a el 2020, Huang et al. [18] hizo una
comparacion entre el metodo clasico de analisis de imagenes basado en objetos (OBIA) y las
nuevas tecnicas de DL dejando de mani esto la superioridad de esta ultima usando imagenes
tomadas por VANTSs. Trabajos del mismo aro llegan a conclusiones similares [60, 61].

A continuacion, En la Tabla 2-1 se resume a grandes rasgos los ultimos 5 aros en el estado
del arte del mapeo de maleza usando estrategias de DL.

Table 2-1: Resumen del estado del arte para la tarea de mapeo de maleza usando DL
ARo Referencia Modelo Especie de Maleza Especie de Cultivo
Capsela bursa-pastoris,

2017 Di Cicco et al. [39] SegNet galium aparine Remolacha azucarera
Sa et al. [19] FCN No especi cada Trigo de invierno
Galinsoga spec.,
Amaranthus retro exus,
San et al. [12] SegNet Atriplex spec., Remolacha azucarera
2018 Polygonum spec.,
Gramineae
Huang et al. [28] FCN No especi cado Arroz
Huang et al. [40] FCN+SVM No especi cado Arroz
Skovsen et al. [41] FCN-8s Hierba Treboles
Rist et al. [42] U-Net Hierba Gamba No especi cada

ESNet, U-Net,
FCN-8s, DeepLab v3,

2019 | Adhikari et al. [42] Faster R-CNN Mijo comun Arrozal
EDNet
Brilhador et al. [47] U-Net No especi cada Zanahoria

SegNet, U-Net, Girasol, Zanahoria,

Fawakherji et al. [48] Bon-Net, FCN8s No especi cada Remolacha azucarera
Abdalla et al. [20] FCN No especi cada Semillas oleaginosas
Ma et al. [52] SegNet, FCN, U-Net |Sagittaria trifolia Arroz

Asad et al. [50] U-Net, SegNet No especi cada Canola

Petrich et al. [53] U-Net Colchicum autumnale No especi cado

2020
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Table 2-1 continued from previous page

Galinsoga spec.,
Amaranthus retro exus,
Ramirez et al. [54] Seghet, U-Net, Atriplex spec., Remolacha azucarera
DeepLab v3 P
olygonum spec.,
Gramineae
HOG-SVM,
Osorio et al. [54] CNN-YOLOV3, No especi cado Lechuga
Mask R-CNN
. Maleza dicotiledoneas,
Lottes et al. [11] FCN modi cada Maleza monocotiledoneas Remolacha azucarera
- . Remolacha, zanahorias,
Bosilj et al. [59] SegNet No especi cada cebollas
Leptochloa chinensis,
Cyperus iria,
Huang et al. [18] FCN Digitaria sanguinalis (L), Arroz
Barnyard Grass
. SegNet-512, . .
Umamaheswari et al. [60] SegNet-256 No especi cado Zanahorias
. Semillas oleaginosas,
Wang et al. [61] FCN No especi cado remolacha azucarera
2021|Zou et al. [58] U-Net modi cada jsjrt]z\ir;a, Asclepias, Calendula

En conclusion:

e Existen muy pocos autores usando imagenes multiespectrales y mapas ortomosaicos
como entrada a los modelos, debido a la di cultad de encontrar datos publicos.

» La mayor a de modelos usados son los mas comunes en las distintas aplicaciones de
segmentacion. La VGG-16 como extractor de caracter sticas es las mas utilizada y la
UNET junto con variantes es la red de segmentacion mas popular.

» Las estrategias en dos pasos segmentador + clasi cador es un enfoque que ha ganado
auge en los ultimos anos.

e Existen muy pocos trabajos que aborden un enfoque temporal, es decir, que logren
probar la efectividad de la segmentacion a medida que el cultivo cambia en el tiempo.

« Existen estrategias que logran capturar la geometr a del cultivo para ayudar a la red
a tomar mejores decisiones, pero son pocas.



3 Seleccion y Preprocesamiento de
Bases de Datos de Imagenes
multiespectrales

3.1 Introduccion

Al momento de redactar este documento de tesis se encontraban disponibles tan solo 21
bases de datos publicas que abordan el area de control de maleza [62, 63, 64]. Seis (6)
de estas bases de datos contienen anotaciones a nivel de p xeles que incluyen tanto la clase
correspondiente a la maleza, como la clase correspondiente a las plantas del cultivo. Estas
anotaciones sirven como requisito primario en el entrenamiento de modelos DL que abordan
problemas de segmentacion semantica multiclase.

De estas seis (6) bases de datos, solo tres (3) corresponden a imagenes aereas, solo cinco (5)
bases de datos contienen imagenes multiespectrales y una (1) es generada arti cialmente con
la ayuda de un motor gra co. Para nuestra investigacion se seleccionaron unicamente las
bases de datos que contienen imagenes multiespectrales y hayan sido adquiridas desde una
plataforma aerea (un cuadricoptero en este caso). Otro requisito fundamental es que la base
de datos haya sido usada en diferentes investigaciones para que posibilite la comparacion
de los resultados reportados en la literatura, con respecto a los obtenidos en la presente
investigacion.

Finalmente, el mapa de maleza generado debera potencialmente servir como insumo a un
algoritmo generador de trayectorias para, por ejemplo, disponerlo en un futuro en un robot
dispensador de herbicida. Por lo tanto, una base de datos de mapas ortomosaicos tambien
es requerida para este proposito. En las secciones siguientes se exponen las siguientes con-
tribuciones:

» Seleccion de la base de datos de trabajo que cumple con los requisitos planteados en
la anterior introduccion.

» Metodolog a para la ingestion y puesta a disposicion de una base de datos multiespec-
tral que reduzca los tiempos no productos del hardware acelerador (TPU).
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3.2 Base de Datos Seleccionada

Existen una buena variedad de bases de datos para tareas de clasi cacion en el area de agri-

cultura. Sin embargo, para el mapeo de maleza las bases de datos publicas son limitadas.

Aquellas disponibles por lo general son adquiridas unicamente con sensores de luz visible,

poseen una baja resolucion, el terreno cubierto es pequenro, la cantidad de imagenes es insu-
ciente o0 no estan compuestas en forma de mapa ortomosaico.

Este ultimo punto es importante dado que al tener una vision del estado del terreno en su
conjunto es posible darle un uso efectivo a los resultados en una instancia superior donde
sea necesario guiar con precision hacia su objetivo el herbicida, independientemente de la
plataforma usada para almacenarlo y distribuirlo. La Figura 3-1 muestra un ejemplo de un
mapa ortomosaico junto con la respectiva mascara con el etiqguetado manual.

Figure 3-1: Ejemplo de entrenamiento en forma de mapa ortomoisaco de la base de datos.
A la izquierda, el mapa ortmomosaico unicamente con los canales RGB. A la
derecha, la mascara resultante del etiquetado por parte del experto, el color
rojo indica presencia de maleza en el pixel, el color verde cultivo y el color
negro es fondo. Fuente: [12]

Antes de pasar a la seleccion de la base de datos, es importante conocer como se relacionan
ambas imagenes de la Figura 3-1 y como esta relacion es la base de la estrategia planteada.
El weed mapping puede ser considerado una tarea de clasi cacion a nivel de p xeles, es decir,
el objetivo es asignar una etiqueta categorica dentro de las etiquetas existentes a cada pixel
en el mapa ortomosaico [65]. La tarea es comunmente Ilamada segmentacion semantica y
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puede ser formalizada como sigue: Sea una imagen X 2 R"*Z una matriz compuesta por
N vectores de caracter sticas de longitud B X,’;:m.. Donde N es el numero de p xeles y B el

numero de bandas independientes que componen la imagen multiespectral.

Por lo tanto, el algoritmo de segmentacion semantica es una funcion cuya entrada es la
imagen multiespectral X, y la salida es la mascara predicha por el modelo X' (ver Figura
3-2). Donde X' 2 R™*% es una matriz compuesta por N vectores etiqueta de longitud 3
X, LB = £ X E; X Pg, donde cada pixel/vector X, 55" puede tener una combinacion
de valores de los canales rojo, verde y azul. Esta combinacion representa la probabilidad
de que un pixel de entrada Xb=m‘ pertenezca a la clase | 2 L = fmaleza; cultivo; fondog

[66, 67].

RGB Composite tile
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Figure 3-2: La tarea de segmentacion semantica consiste en generar etiquetas interpretables
por el ser humano para cada p xel de una imagen determinada. Fuente: [12]

La base de datos de WeedMap [12] brinda un conjunto de mapas ortomosaicos que cubren
un terreno de 16:500m2. La base de datos fue adquirida en dos campanas:

e Eschikon (Suiza): Usando la plataforma aerea Mavic Pro y la camara multiespectral
Sequoia Parrot® de cuatro (4) canales espectrales (R, G, RE, NIR).

» Rheinbach (Alemania): Usando la plataforma Inspire 2 montando la camara MicaSense®
RedEdge-MX de cinco canales (R, G, B, RE, NIR), ambas plataformas aereas pertenecen
al fabricante DJI®.

Las tomas se realizaron manteniendo el vuelo a 10 metros sobre un cultivo de remolacha
azucarera. Sin embargo, en una inspeccion visual se noto que un mapa ortomosaico de la
primera campana tiene errores en la correccion radiometrica, imposibilitando su uso. Es
por ello que en esta investigacion se uso los datos de la segunda campana, donde el sensor
capta hasta cinco bandas espectrales y es capaz de entregar ndices de vegetacion sin ningun



