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Resumen

Se propone una nueva metodologia en el contexto de geostadistica no esta-
cionaria que permite hacer prediccién de datos circulares empleando kriging
circular residual cuando la tendencia espacial es modelada a través de redes
neuronales. Usando datos simulados y reales (tomados del proyecto NASA po-
wer) se hace comparacién de la técnica propuesta con pulimento de medianas.
Los resultados indican que la estrategia considerada mejora las predicciones.
Palabras clave: Datos circulares; geoestadistica no estacionaria; kriging cir-
cular; pulimento de medianas; redes neuronales.

Abstract

We propose a new methodology in the context of nonstationary geostatis-
tics that allows the prediction of circular data using residual circular kriging
when the spatial trend is modeled through neural networks. Using simulated
and real data (taken from the NASA power project), the proposed technique
is compared with those obtained through median polish. The results indicate
that the strategy proposed improves the predictions.

Keywords: Circular kriging, nonstationary geostatistics, neural networks,
median polish, directional data.
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1 Introduccion

La geostadistica comenzé su desarrollo en los anos 50 con el objetivo de mo-
delar procesos estocasticos con continuidad espacial [35]. Este campo de la
estadistica espacial tiene aplicaciones en distintos escenarios aplicados [50],
entre otros en hidrologia [7], problemas ambientales [3] y mineria [14]. El
uso de los métodos geoestadisticos ha crecido considerablemente y se ha im-
plementado con datos reales univariados y multivariados [48]. Un anélisis
geoestadistico se realiza en dos etapas. Inicialmente se lleva a cabo el estudio
de la estructura de autocorrelacién espacial empleando la funcién de covario-
grama y posteriormente se hace prediccién espacial usando técnicas kriging

[50.

La modelacion de datos circulares se refiere a la representacién y analisis de
datos que tienen una estructura ciclica, como datos de tiempo, direcciones,
coordenadas geograficas, horas del dia o angulos. Estos se pueden encontrar en
una variedad de campos, como astronomia, geografia, meteorologia, ingenieria
o biologia, entre otros. En este contexto suelen citarse trabajos pioneros de
von Mises [16] quien propuso la distribucién normal circular y Mardia [28]
que establecié algunas técnicas inferenciales apropiadas para su estudio. La
modelacién de datos circulares implica considerar la naturaleza ciclica de
los datos y utilizar técnicas y herramientas estadisticas adecuadas para su

analisis y visualizacion.

El analisis de datos circulares ha cobrado también relevancia dentro de la
modelacién espacial [38]. En este &mbito hay aplicaciones en geologia (orien-
tacion de las fallas), geofisica (direccién del campo magnético), meteorologia



(direccion del viento), biologia (direccién de la migracién de especies), ocea-
nografia (corrientes ocednicas), entre otras. Se han hecho adaptaciones que
permiten aplicar técnicas geoestadisticas en este contexto. Tanto la estima-
cion de la estructura de dependencia espacial como la prediccion kriging han
sido consideradas bajo este marco de trabajo. Morphet [33] presenta metodo-
logias de visualizacion, prediccién kriging y simulacion de campos aleatorios
circulares estacionarios. La estructura de correlacién y consecuentemente la
estimacion de los pesos del kriging se obtienen a partir del ajuste de modelos
tedricos de covariograma a los valores estimados de la estructura de corre-
lacién espacial circular hallados con la funciéon de cosenograma. Surjotedjo
[47] propone el kriging de datos circulares precedido por pulimento de me-
dianas como método para estimar la tendencia espacial. En [5] se proponen
modelos espacio-temporales. El relativamente reciente uso de la ciencia de
datos y particularmente de técnicas de aprendizaje automatico hace factible
emplear otros procedimientos para eliminar la tendencia espacial antes de la
prediccion kriging. En este trabajo, se explora el uso de redes neuronales en
combinacion con el kriging de datos circulares como método de prediccion
espacial de procesos espaciales circulares no estacionarios.

El documento esta organizado en seis secciones: Una breve introduccién en
la seccién uno permite describir el alcance del trabajo y los temas tratados
en cada capitulo. En el capitulo dos se revisan conceptos basicos de geoes-
tadistica con datos de variables reales incluyendo la definiciéon de la funcion
de covariograma y su estimacion, la predicciéon por kriging ordinario para
campos estacionarios y kriging residual cuando se asume no estacionariedad
y que la tendencia es ajustada por medio de redes neuronales. Posteriormen-
te se aborda el tema de datos circulares. Se incluye su estudio descriptivo,
la distribucién von Mises [28]), el analisis geoestadistico con observaciones
de procesos aleatorios circulares estacionarios y no estacionarios (cuando la
tendencia espacial de los datos circulares es modelada con pulimento de me-
dianas). La parte central del trabajo corresponde al capitulo cuatro donde
se propone el uso de redes neuronales para datos circulares en combinacion
con kriging ordinario circular como método de prediccion espacial de datos
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circulares no estacionarios. En el capitulo cinco se implementa una evaluacion
de la propuesta con datos simulados. En la seccién seis se hace un estudio de
datos reales correspondientes a direcciones del viento registradas en la costa
occidental de Colombia. El documento finaliza con conclusiones y opciones
de trabajo futuro en el contexto de geoestadistica circular.
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El uso de geoestadistica en el analisis de datos circulares es distinto al tradi-
cionalmente empleado con realizaciones de campos aleatorios reales. En este
escenario, hay particularidades que deben ser abordadas de manera diferen-
cial. En este capitulo, inicialmente se hace una revisiéon de las metodologias
propuestas para llevar a cabo prediccion espacial de datos reales. Se muestra
la teoria basica del kriging en el estudio de campos aleatorios reales bajo esta-
cionariedad y para el caso de no estacionariedad la aproximacién empleando
kriging residual cuando la tendencia se estima a partir de redes neuronales.
Después se presenta un resumen de las técnicas de descripcién de datos angu-
lares y un estado del arte en la modelacion geoestadistica de datos circulares
estacionarios y no estacionarios (empleando respectivamente kriging circular
y kriging circular residual con pulimento de medianas).

2.1. Geoestadistica con datos de variables
definidas en los reales

La geostadistica es un campo de la estadistica espacial que permite modelar
realizaciones de campos aleatorios georreferenciados cuando hay continuidad
espacial [18]. Sus principales objetivos son la estimacién (de la estructura
de correlacién espacial), prediccién (de valores de la variable en sitios sin
informacion) y simulacién de estos fenémenos. A través del modelado de la
correlacion espacial, la geostadistica permite realizar, a través de las técnicas
kriging [39], prediccion insesgada y de minima varianza (MPLI) de la variable
de interés en sitios sin informacion. Utilizando la informacion de sitios vecinos
y la estimacion de la estructura de correlacién espacial del proceso estocastico
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subyacente, se realiza la prediccién espacial y se estima la incertidumbre en
la prediccion.

Es importante tener en cuenta que la geostadistica es una disciplina dentro
del analisis de datos espaciales que se enfoca en ubicaciones que provienen
de un conjunto continuo y son seleccionadas a discrecion del investigador.
Esto implica que los datos utilizados no necesariamente se colectan bajo un
muestreo regular, sino que se toman en puntos especificos segiin las necesida-
des y los objetivos del estudio. En geoestadistica se realiza estimacion de la
estructura de autocorrelacién espacial, prediccion en sitios sin informacion y
simulacion del fenémeno de estudio. Esto ultimo permite generar multiples
realizaciones del proceso que facilitan, entre otras cosas, la toma de decisio-
nes, la gestion de recursos naturales, la planificacién urbana y la evaluacion
de riesgos [9].

2.1.1. Geoestadistica bajo estacionariedad

Un campo aleatorio se define como una coleccién de variables aleatorias Y (s),
donde s denota una posiciéon en un espacio bidimensional S. Este tiene dos
componentes: una no aleatoria u(s) que corresponde a la tendencia sistemati-
ca en sy otra aleatoria €(s) que representa las fluctuaciones locales. Sea S un
espacio bidimensional con S C R? y s € S una posicién dentro del espacio
S. Se define Y (s) una variable aleatoria en s como:

Y(s) = pul(s) +(s)

El campo aleatorio se concibe como el conjunto CA = {Y (s),s € S}. Sea
S1y---,8n € Sy (Y(s1),...,Y(sy)) un vector aleatorio con media E[Y (s)] =
p(s) = p y funcién de covarianza Cov(Y(s;), Y (s;)), denotado como C(h),
h = ||s; — sj||. Bajo estas condiciones se dice que Y'(s) es estacionario. Se
asume que €(s) es una variable aleatoria con Ele(s)] = 0 y covarianza C(h)
definida como



2.1 Geoestadistica con datos de variables definidas en los reales

donde €(s) y €(s+h) denotan las variables aleatorias en las posiciones sy (s+
h) respectivamente. El supuesto de Gaussianidad y estacionariedad implica
que el vector Y(s) = (Y(s1),...,Y(sn))] ~ Np(p, %), con Tpxy la matriz
de varianzas y covarianzas con términos C(Y(s;),Y (sj)) = 045, 4,5 = 1...n.
Lo anterior implica que la combinaciéon lineal de las variables del proceso
es Gaussiana y que la distribuciéon conjunta de cualquier subconjunto de
variables aleatorias del campo es también Gaussiana. Una propiedad clave en
geoestadistica es la ergodicidad, que supone que las propiedades estadisticas

del proceso se pueden estimar a partir de una tnica realizacién.

2.1.2. Simulacién en geoestadistica

La simulacién de procesos estocéasticos georreferenciados juega un papel im-
portante en el andlisis de datos espaciales porque permite visualizar las ca-
racteristicas (tendencia y variabilidad) del proceso subyacente. Un enfoque
ampliamente utilizado para este proposito es el de la transformacién espec-
tral, que se basa en la descomposicién en términos de funciones base como
las sinusoidales o de Fourier. Este método permite obtener realizaciones del
campo aleatorio en el espacio mediante la generacién de coeficientes aleato-
rios en el dominio de la frecuencia. El proceso comienza con la seleccién de
una funcién de autocorrelacién que describe la estructura espacial del campo
aleatorio deseado. A través de esta funcién, se determinan los coeficientes
espectrales que posteriormente son utilizados para generar los componentes
de frecuencia del campo. Al aplicar la transformacién inversa de Fourier (o
su equivalente en funciones de base elegidas), se obtiene una realizacién del
campo aleatorio en el dominio espacial. El uso de técnicas de Monte Carlo es
otra estrategia ampliamente empleada para la simulacién de campos aleato-
rios. En este caso, se generan valores aleatorios de una distribucién especifica
asociada al fenémeno bajo estudio. Estos permiten visualizar la tendencia y
la variabilidad y evaluar procedimientos inferenciales.
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2.1.3. Aplicaciones

Realizaciones de campos aleatorios en el contexto geoestadistico surgen en
diversas disciplinas cientificas y areas de investigaciéon. Su modelacion per-
mite caracterizar las estructuras de dependencia inherentes, predecir la(s)
variables(s) de interés en sitios sin informacién y obtener simulaciones. Por
ejemplo en meteorologia se pueden modelar y predecir variables como tem-
peratura, precipitacién y velocidad del viento. Esto ayuda en la comprension
de los patrones de variabilidad y hace posible pronosticar patrones climaticos
en diferentes escalas espaciales. En geologia, se emplean para evaluar poro-
sidad y permeabilidad, que son criticas para la exploracion y produccién de
recursos naturales como petréleo y gas. En ecologia, se aplican para modelar
la distribuciéon de especies, analizar la dindmica de las poblaciones y estudiar
las interacciones al interior de los ecosistemas.

2.2. Funciones para caracterizar la dependencia
espacial con datos reales

La dependencia espacial en geoestadistica se establece a través de los modelos
de covariograma o equivalentemente de la funcién de semivariograma. En esta
seccion se presentan las expresiones de los modelos tedricos de covariograma y
posteriormente se explica como hacer la estimacion de la dependencia espacial

a partir de estos mismos.

2.2.1. Modelos tedricos de covariograma

La funcién de covariograma permite establecer la dependencia en términos
del rezago espacial h (distancia entre sitios). Si Y(s) ~ N(u,X), con 3 una
matriz con elementos o;; = C'(h), h = ||s; — sj||, entonces las estimaciones de
p v X permite determinar de manera completa el proceso [50]. Bajo estacio-
nariedad

C(h) = E[Y (s)Y (s + h)] = E[Y ()]’
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Es claro que C(0) = 0% y que C(h) — 0 cuando h — oo. Existen varios mo-
delos tedricos de covariograma que son comunmente utilizados en el andlisis
geoestadistico. Entre otros estdn exponencial, esférico y Gaussiano [?]. Sus
expresiones estdan dadas por [29]

n Esférico:

(7'2%—02 h =
C(h) =4 o2 (1_ (g (g)—§<g)3>) 0<h<a (2-1)
\O h>a

702 (e () 0 o =

= Gaussiano:

72 4 o2 h =20
U0 (1-ew (-2)) o< >9)

con 72, 02 y ¢ correspondientes, respectivamente, al efecto pepita (disconti-

nuidad en el origen), la varianza y la distancia hasta la cual hay correlacién
espacial. En la Figura 2-1 se presentan a manera de ilustracion graficos de
las funciones de variograma y covariograma correspondientes a un modelos
esférico con 72 =2, 02 =8y ¢ =T.

2.2.2. Estimacion del modelo de covariograma

Dada una realizaciéon (Y(s1),...,Y(s,)), s € R?, de un proceso estocastico
espacial estacionario Y'(s) = u + €(s), la estimacion de la funcién de covario-
grama se obtiene en dos etapas:
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Figura 2-1: Variograma (izquierda) y covariograma (derecha) correspon-

dientes a un modelo esférico con 72 = 2, 02 = 8y ¢ = T.
El valor 2 en ambos representa el efecto pepita.

1. Inicialmente se calcula la funcién de covariograma experimental (mues-

tral, empirica) definida como

~ n(h) S S

donde n(h) representa el nimero de parejas de sitios separados por una

distancia h y i la estimacién de la media del proceso. En la practica
se requiere usar una tolerancia h —d < h < h + ¢ para determinar las
parejas (Y (s),Y (s + h)) y el nimero de parejas n(h) en cada rezago
h. Y (s) es el valor de la variable en un sitio s, Y (s 4+ h) es otro valor
muestral separado del anterior por una distancia h. La funcién de co-
variograma experimental C (h) se calcula para varias distancias h. Se
toman intervalos de distancia {[0, h], (h,2h], (2h,3h], ...} y el valor del
covariograma para un valor A corresponde a una distancia promedio
entre los valores de las parejas de sitios dentro de cada intervalo y no a
una distancia h especifica. Obviamente el nimero de parejas de puntos
n(h) dentro de los intervalos no es constante.
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2. Se ajusta alguno de los modelos tedricos de covariograma dados en la
Seccién 2.2.1 (esférico, exponencial, Gaussiano) a los graficos de disper-
sién dados por (h, C(h)). Para hacer lo anterior generalmente se emplea
minimos cuadrados ponderados [43], donde el peso de cada punto del
dispersograma esta asociado a n(h) (a mayor nimero de observaciones
mas peso tiene el punto correspondiente en la estimacién del modelo).

2.3. Kriging ordinario con variables definidas en
los reales

Kriging es un método para predecir variables espacialmente dependientes
cuando el fenémeno de interés varia de forma continua en la regién estudia-
da [48]. Kriging funciona expresando el valor de una variable aleatoria en
un punto dado como una combinacién lineal de los valores de la variable
aleatoria en otros puntos cercanos [35]. Los coeficientes de la combinacién
lineal se determinan de modo que se minimice la suma de los cuadrados de
los errores de prediccién [9]. Kriging se ha utilizado con éxito en una amplia
variedad de contextos aplicados, incluyendo mineria, geologia, meteorologia,
bioestadistica e ingenieria.

El objetivo del kriging ordinario es predecir el valor de una variable Y (so) en
el punto sg sin observacién, a partir de un conjunto de mediciones Y'(s;),i =
1,...,n correlacionadas espacialmente. El predictor kriging ordinario en el
sitio (sg) dada la realizaciéon Y (s1),...,Y (s,) se define como la combinacién
lineal de n variables aleatorias

Y(s0) =Y A\Y(si), (2-5)
1=1

donde \;,i = 1,...,n representa el peso de Y (s;) en la prediccion. El pre-
dictor en (2-5) es insesgado si Z?:() Ai = 1. Los A\;,i2 = 1,...,n se escogen
de tal forma que se tenga la mejor prediccién lineal insesgada (MPLI), es
decir se calculan los pesos que minimizan la varianza de prediccion sujetos a
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la restriccion de insesgadez. Formalmente se tiene el siguiente problema de
optimizacion:

min V[Y(so) = Y(s0)] sa. » A=1 (2-6)
1=0

Se puede comprobar [7] que los A's se obtienen resolviendo el sistema matricial

(011 ... Cip 1\ (i;\ (glg\

Cyp ... Oy, 1
o Do : : ) (2-7)
Cat .. Cyhp 1 An Cho
\1 ... 1 0o/ \v)\ 1)
donde Cjj,4,5 = 1,...,n corresponde a la funcién de covarianza C(h),h =

||s; — 5| que es estimada ajustando (por minimos cuadrados o maxima vero-
similitud) algin modelo de covarianza tedrico (Seccién 2.2.1) al covariograma
experimental (Seccién 2.2.2). El pardmetro v corresponde al multiplicador de
Lagrange asociado a la condiciéon de insesgadez.

2.4. Geoestadistica no estacionaria

Un concepto fundamental en estadistica espacial es el de estacionariedad, que
indica que las propiedades (media y varianza) del proceso son constantes y
que la estructura de autocorrelacion solo depende del vector de separacién y
no de la direccién. En la vida real, este supuesto puede ser simplista, parti-
cularmente porque la media del fenémeno no es constante. En este contexto,
se habla de geoestadistica no estacionaria. Tres aspectos clave en la no es-
tacionariedad son anisotropia (la correlacién cambia a lo largo del espacio),
heterogeneidad espacial (la variabilidad depende de la posicién) y tendencia
(la media del proceso no es constante). Las soluciones a estos problemas se
fundamentan en el uso de modelos de covarianza anistropicos, transformacio-
nes y estimaciones de la tendencia con métodos de regresion, respectivamente.
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La estadistica espacial no estacionaria tiene una amplia variedad de aplicacio-
nes en diversos campos, incluyendo ciencias ambientales [34], epidemiologia
[6] y mineria [25]. En dreas de estudio como contaminacién atmosférica, cali-
dad del agua, evaluacién de contenidos minerales y combustibles fésiles, entre
otros, es comun detectar ausencia de estacionariedad. Esto se debe principal-
mente a que la media del proceso sigue tendencias, lineales o no lineales, en
la region de interés. Aunque la estadistica espacial no estacionaria conlleva
a una mayor precision en numerosos escenarios practicos, también presenta
desafios considerables. Los modelos no estacionarios tienden a ser intrincados
y demandan mayores recursos computacionales tanto para su implementa-
cion como para su ajuste, en comparacién con los modelos estacionarios. La
eleccion de un modelo adecuado para capturar la no estacionariedad puede
resultar un reto, ya que se busca lograr un equilibrio entre la flexibilidad y
la simplicidad del modelo. En ocasiones, la disponibilidad de datos georre-
ferenciados puede ser limitada, lo que complica la realizacién de un andlisis
completo de la no estacionariedad. En tales situaciones, puede ser necesario
recurrir a técnicas suplementarias de interpolacion o estimacion para abordar
estas limitaciones y obtener resultados robustos.

2.5. Geoestadistica no estacionaria basada en
redes neuronales

La combinacion de redes neuronales y geoestadistica ha demostrado ser util
en diversas areas [1]. Las redes neuronales son modelos computacionales que
se inspiran en la estructura y funcionamiento del cerebro humano. Estan
compuestas por neuronas artificiales interconectadas organizadas en capas,
lo que les permite aprender patrones y relaciones complejas en los datos
mediante un proceso de entrenamiento. Esta capacidad las hace idoneas para
modelar y analizar fendmenos espaciales. La aplicacién de redes neuronales en
geoestadistica ofrece varias ventajas, entre ellas su capacidad para capturar
relaciones no lineales y modelar procesos complejos.
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Las redes neuronales hacen factible manejar datos de alta dimension. Entre
otras areas se han empleado para el tratamiento de imagenes de satélite y
patrones puntuales espaciales. Estas pueden considerar de manera explicita
la dependencia espacial [8]. La adaptacion de las redes neuronales al contexto
espacial y particularmente en geoestadistica incluye ademas de la prediccion
la deteccién de anomalias.

El uso de redes neuronales en estadistica espacial presenta desafios. La in-
terpretabilidad del modelo, la heterogeneidad de los datos y la complejidad
computacional son consideraciones importantes que deben ser abordadas pa-
ra garantizar resultados confiables. El desarrollo de técnicas para mejorar
la interpretabilidad del modelo y la creaciéon de arquitecturas especializadas
para el andlisis de datos espaciales son campos de interés en la investiga-
cién en redes neuronales[24]. Numerosos estudios han respaldado la eficacia
de las redes neuronales en estadistica espacial. Por ejemplo Zhang et al. [52]
empled redes neuronales convolucionales para llevar a cabo la clasificacion
de cobertura terrestre utilizando imagenes de teledeteccion. En el ambito de
geoestadistica no estacionaria, el método de kriging residual basado en redes
neuronales se fundamenta en la estimacién de la tendencia espacial a través
del uso de redes neuronales artificiales seguido por la aplicacion del kriging
ordinario sobre los residuos correspondientes ([12], [44], [53]). Las redes se
componen de varias capas (una de entrada, una o varias ocultas y una de
salida). Cada capa consta de un conjunto de nodos que tienen entradas de
las capas anteriores y salidas a las capas siguientes. Es importante considerar
que cada capa utiliza una funcién de activacion para transformar las entradas
y generar las salidas

Seleccionar el nimero adecuado de neuronas en la capa oculta es esencial,
puesto que que tener muy pocas privaria a la red de los recursos necesarios pa-
ra resolver el problema, mientras que tener demasiadas aumentaria el tiempo
de entrenamiento y podria llevar al sobre-entrenamiento (la red aprenderia
aspectos insignificantes del conjunto de entrenamiento que no son relevantes
para datos mas generales). Es esencial investigar cémo se comportan las pre-
dicciones y los residuos al variar el nimero de capas ocultas y neuronas, a fin
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de determinar la configuracion éptima para el modelo.

Dentro del contexto de las redes neuronales artificiales, se llevan a cabo prue-
bas con el propésito de evaluar su capacidad para generalizar y responder
adecuadamente en la predicciéon. Durante la fase de operacién, la red neuro-
nal artificial recibe coordenadas en una cuadricula regular y genera predic-
ciones para las salidas correspondientes. Después de completar el proceso de
aprendizaje, se realiza un andlisis de los residuos utilizando técnicas de va-
riografia. Los residuos son estacionarios, lo que permite estimar la funcién de
de covariograma ajustando un modelo teérico de covariogrma (Seccién 2.2.1)
al covariograma experimental calculado con los residuales. Para generar ma-
pas de prediccién se emplea kriging ordinario (seccién 2.3) de los residuales
en combinacién con la tendencia estimada con la red neuronal. Finalmente,
se realiza una evaluaciéon del método haciendo validacién cruzada (dejando
una o varios observaciones fuera de la muestra de entrenamiento y haciendo

prediccién de ellas).

2.6. Datos circulares

Los datos circulares emergen en situaciones en las que las mediciones siguen
un ciclo natural o periédico, como las direcciones del viento o las horas del dia.
En contraposicion a la habitual escala real, los datos circulares se expresan en
grados o radianes a lo largo de un circulo completo (360° o 27 radianes). Los
datos circulares son aquellos que pueden representarse como puntos sobre
un circulo unitario. Estos se utilizan comtunmente en matematicas, fisica,
geografia, navegacién y muchas otras disciplinas para describir la orientacion
y la direccién de objetos o puntos en el espacio. A manera de ilustracion, en la
Figura 2.1 se muestra una representacion de 100 datos simulados de direccién
del viento. Dado que un circulo es una curva cerrada, resulta evidente que
la teoria estadistica convencional, disenada para el analisis de datos en la
linea real, no es adecuada para los datos recolectados en un circulo unitario.
En esta situacion, se hace necesario definir medidas descriptivas, funciones
de densidad y en general técnicas estadisticas que consideren la naturaleza
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135¢ gm0
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." 04 0.6
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180° e

2257 315°
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Figura 2-2: Representacion grafica de 100 observaciones de direccién del

viento generadas aleatoriamente

periodica propia del circulo unitario. En el contexto probabilistico se han
desarrollado funciones de distribucién que tienen en cuenta las estructuras
algebraicas del circulo unitario, como entre otras la von Mises, introducida
en 1905 por Langevin [26]. A continuacién se presenta de manera resumida
una revison de esta misma.

2.6.1. Distribucion von Mises

Esta seccién estd basada en [28]. La distribucién von Mises juega un papel
fundamental en inferencia estadistica con datos circulares. Su importancia
en este contexto es equivalente a la que tiene la densidad normal en el caso
de datos reales. Una variable aleatoria circular € sigue una distribuciéon von
Mises, denotado como 6 ~ von Mises (6p, k), si su funcién de densidad de
probabilidad esta dada por

1

=~ ecos0-b) g g<or 0<fy<?2 >0 2-8
271']0([{])6 9 — 7T77 — O 7T7 K ) ( )

f(0; 00, k)
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donde Iy(k) es la funcién de Bessel de primer tipo y orden cero definida como
[51]

00 1 1 2r

Io(k) = Z 2 <§’f) (2-9)
r=0

El pardmetro x estd asociado a la concentracién (variabilidad). A mayor

k mayor agrupacion alrededor de la direccién media. En la Figura 2-2 se

presentan densidades von Mises con distintos valores de x. Puede observarse

que a mayor k menor varianza.

10 k=03
k=31
0.8 k=T

06
04

0.2 » .

0.0

=3 -2 -1 o 1 2 3

Figura 2-3: Funcion de densidad von Mises para tres valores del parametro
de concentracién k.

Si 6 ~ von Mises (0, k) se tiene que
= E(0) =6
. V(0) = [1 - E(cos(8))]

con

21 cos(0) _k cos(0—6,)
E[cos(0)] = fo L
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Los conceptos anteriores juegan un rol esencial en el estudio de datos cir-
culares puesto que permiten cuantificar la localizacion y dispersion de los

mismos.

2.6.2. Medidas descriptivas de datos angulares

Las medidas descriptivas para datos circulares difieren de las de datos reales
debido al comportamiento modular inherente de las observaciones. Cuando
se dispone de una muestra aleatoria angular 6q,...,6, de una funcién de
distribucién Fg(#), cada angulo 0; con i = 1,...,n tiene asociado un vector
z; = (cos(#;),seno(f;)) en el circulo unitario. La media muestral # est4 rela-
cionada a la direccién promedio de los vectores z;. Esta se obtiene a partir
del centro de gravedad (C,S) definido a partir de los promedios como:

C = = g cos(6;)
n
i=1

1 n
S=- g seno(6;)
n
i=1

La media de datos circulares se define como [28]

/

arctan(%) C >0
arctan(%) +m S>0,0<0
G d arctan(%) — T S<0,0<0 (2.10)
5 S>0,C=0
-5 S<0,0=0
indefinido S=0,C=0

\

Sea R =+/C2?2+ S2. C'y S se obtienen a partir de R y 6 como C' = Rcos(f)
y S = Rseno(h).

La longitud media resultante R es la medida més comtn de concentracién de
datos circulares [37]. R es igual a 1 cuando todos los datos estdn agrupados
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en un solo punto del circulo unitario, lo que indica una alta concentracion
alrededor de 6. Si los datos estan dispersos de manera uniforme en el circulo,
R tendra un valor cercano a cero. Lo contrario no es cierto, es decir un valor
de 0 en R no necesariamente significa que los datos estdan uniformemente
distribuidos en el circulo. Dada una muestra aleatoria 61, ..., 6, de tamano
n se define la dispersién alrededor de « y la varianza (tomando o = ) como

D= %Z(l —cos(b; — a))
i=1

1 _ _
V:I——Zcos(ei—ﬁ)zl—R
i=1

A continuacién se presenta un ejemplo par ilustrar lo anterior: Suponga que
se tienen 3 muestras tamano 100 de variables aleatorias circulares 61, 02 y 03
con valores de concentracién R1=0.16, Ro=0.78 y R3 =0.994, respectivamente
(Figura 2-4). Puede observarse que a mayor R mayor es la concentracién de
puntos sobre la media.

ml:l
45° 135 450
0 10
aF Il o
315° 225° 315

270° 270 270°

Figura 2-4: Tres muestras tamano 100 de variables aleatorias 6, 62 y 03
distribuidas con distribucién von Mises y R1=0.16 (izquierda),
R9=0.78 (centro) y Rz =0.994 (derecha).
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2.7. Geoestadistica con datos circulares

Las técnicas geoestadisticas generalmente se aplican a datos continuos me-
didos lo largo de una escala lineal. Estas han sido adaptadas al contexto
angular (direccién del viento, direccién de las olas, rumbos de la brujula, ho-
ras de dfa). A continuacion se revisan las particularidades de la geoestadistica
en el contexto de datos circulares. Se presentan los conceptos de covariaogra-
ma y kriging bajo estacionariedad y también se revisa una aproximacién no
estacionaria basada en pulimento de medianas.

2.7.1. Modelos tedricos de covariograma circular

Un campo aleatorio circular se define como el conjunto {@(s), 5 € RQ}. Ba-
jo estacionariedad la realizacién 6(s) = (0(s1),...,0(sp))! tiene funcién
media E(6(s;)) = 0, s; € D C R? y funcién de covariograma C(h) =
Cov(0(s;),0(s)), h = ||si — s;||. Especificamente

C'(h) = Cov(0(s),0(s + h))
= E[0(s)0(s + h)] — B[0(s)]?

Algunos de modelos tedricos de covariograma en el ambito de datos circulares
son los siguientes [33]:

Esférico
(1 B =
3
3(h 1(h
C(h)=41=72=(1—72 = p*)exp (5 (a) —i(a) ) O<h<¢
kp2 h> ¢
Exponencial
1 h=0
C(h) =

P2+ (1 =12 = pPlexp (—3 (%)) h >0
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Gaussiano
1 h=0

C(h) = /02 + (1 — T2 p2)exp <—3 (%)2> h>0

donde p? es la meseta, 72 es la discontinuidad en el origen (efecto pepita)
y ¢ es el rango (médxima distancia de correlacién). De manera anédloga a la
funcién de covarianza en el caso de datos reales se tiene que C(h) — p?
cuando h — oo. En algunas publicaciones se emplea ((h) en vez de C'(h).
Por concordancia con las expresiones usadas en la seccién 2.2.1 para definir
el covariograma de datos reales, denotamos a la funciéon de covariograma
circular como C'(h). A manera de ilustracién en la Figura 2-5 se presenta
una funcién de cosenograma experimental (puntos azules) y el ajuste de un
modelo tedrico de covariograma con 72 = 0, p> =0.63 y ¢ =1.12.

2.7.2. Funcidén cosenograma

A la funcién de covariograma experimental en el contexto de datos circula-
res se le denomina funcién de cosenograma y es usualmente denotada como
¢(d) [33]. En el trabajo se emplea C(h) por homogeneidad con la notacién
empleada para el caso de datos reales. La estimacion de la funciéon de co-
variograma dada la muestra 6#;,2 = 1,...,n del campo circular se obtiene
ajustando alguno de los modelos tedricos de covariograma dados en la sec-

cién 2.7.1 (esférico, exponencial, Gaussiano) al cosenograma definido como
[33]:

6(11):%]1) S cos(l - 0)), (2-11)

s~z |—h| <6

donde n(h) es el nimero de pares de observaciones circulares separadas por
una distancia h. Como en el caso de datos reales en la préactica se considera
una tolerancia h — & < h < h 4 ¢ para definir n(h). A manera de ilustracién,

en la Figura 2-5 se muestra el ajuste de un modelo esférico de covariograma
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1.0
0.8 -
L ® )
— —
hd e o °
_. 0.6 1
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Figura 2-5: Ejemplo del cosenograma experimental (puntos) correspondien-
te a datos simulados a partir de una distribuciéon von Mises
con parametro k=3.1 (ver seccién 2.7.3) y ajuste por minimos
cuadrados ordinarios de un modelo esférico de covariograma cir-
cular (72 = 0, p*>=0.63, ¢p=1.12).
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circular (curva negra) al cosenograma obtenido con un conjunto de datos
circulares (puntos azules) de un proceso circular simulado.

2.7.3. Simulacién de campos aleatorios circulares

Para simular un campo aleatorio circular se puede seguir el procedimiento
propuesto en [33] que estd basado en la generacién inicial de valores de un
campo aleatorio Gaussiano. Las etapas son:

1. Genere una simulacién de un campo aleatorio Gaussiano {Z (s),s € R2}
asumiendo ¢ = 0,02 = 1 y un modelo de covarianza dado (esférico,
Gaussiano, exponencial, etc) obteniendo asf el vector (z(s1), ..., 2(sy)).
En [10] se dan los pasos para llevar a cabo este proceso.

2. Para cada observacién z(s;) generada en el punto anterior obtenga
0(si) = Fg L(F(z)), donde Fg representa una funcién de distribucién
circular (von Mises, uniforme, triangular, cardioide, etc) y F(z;) es la
funcion de probabilidad acumulada en cada valor de la simulacion del
campo aleatorio Gaussiano. Es relevante resaltar que al generar este
campo se debe considerar que el valor cero depende de la direccion que
se elija como referencia. En el caso de 6 ~ von Mises(6y, k)

0
Fo (0) :/ exp (/icos(;zﬁ)) o (212)
72w Z]O'io (%) (%)

Otras distribuciones circulares se pueden consultar en la tabla 5.1 de
[33]

2.7.4. Kiriging ordinario con datos circulares

El kriging circular ordinario se obtiene a partir de una combinaciéon lineal
de observaciones de datos angulares, asumiendo que se tiene una realizacion
de un proceso estocastico con media y varianza comun, donde la funcion
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de covarianza es obtenida por el ajuste de un modelo tedrico de covariogra-
ma circular a una estimacién de la funcién de cosenograma definida como
E[cos(0(si) — 0(s;))] con h = ||s; — sj||. Sea 8(so) la variable en la posicién
S0, que tiene una representacion vectorial definida como

u(s0) = [COS(Q(SO))] (2-13)
seno(6(sp))

En kriging circular se hacen predicciones sobre cada una de las componen-
tes de u(sg). De esta manera se puede caracterizar el angulo en un contexto
conocido. La prediccién de u(sg) en la posicion sg sin medicién se halla a
partir de una combinacién lineal de las mediciones u(s;), i = 1,...,n, don-
de los pesos se determinan teniendo en cuenta la correlacién espacial. Los
vectores u(s;) estan correlacionados espacialmente con u(sg), lo que implica
que los vectores u(s;) mas cercanos a u(sg) tienen mayor ponderacion que los
distantes. Especificamente la prediccion se define como

U(s0) = »_uls))wi, w; € R (2-14)
=1
cos(0(s0)) | _ [ cos((s1)) ] cos(8(s1)) | ,,
Leno/(%o))] - [seno(&(sl))] S lseno(e(sn))] "

La representacion anterior es analoga a la definida en el contexto de kriging
ordinario de datos reales. Los vectores u(s;) se asumen unitarios, es decir se

tiene
(@(s0))" @(s0) = 1
wTuuTw =1
WKW =1,
donde
[ 1 (wisi) u(s2) ... (uls1) ulsy)]
P (u(82)>'Tu(81> 1 B (u(sz))'Tu(sn) (2.15)

(wsa) T uls)) () ulsz) -1
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Los pesos w; se obtienen minimizando la varianza del error definida como
E[1 — cos(0(sp) — 0(sp))] (2-16)

Se tiene que

~ A~ A~

cos[f(sg) — 0(s0)] = cos(6(s0))cos(0(sg)) + seno(f(sp))seno(d(sp))

_ S wi [cos(6(s;))cos(0(so)) + seno((s;))seno(6(sp))]
WTKW

_ > iy wicos[f(s;) — 0(s0)]
WTKW

_ wlc
- WITKW
El problema de minimizacién en (2-16) es equivalente al de maximizacion de
T
I [ wic
WTKW

Usando la expansién de Taylor de primer orden se tiene

] . con CT = [cos(0(s1) — 0(s0)), - .., cos(0(sp) — 0(s0))]

[ wTc ] wTC
WTKW

VWIKW
En la practica K y C se calculan ajustando un modelo de covariograma

circular tedrico al cosenograma experimental. Usando el método de los mul-
tiplicadores de Lagrange se obtiene

K-'C
W (2-17)

VETR-1G

Note que para hallar W no es necesario calcular el denominador ya que este

desaparece cuando se obtiene la funciéon arcotangente de las componentes es-
timadas. Una vez hallada la prediccién u(sg) se obtiene la predicciéon angular
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como
5(32) = arctan w (2-18)
cos(6(s;))

La varianza de prediccion del kriging circular y su correspondiente estimacion
estdn dadas por [33]

o4 =2—-2VCTK-1C (2-19)
y

0k =2—-2VCTK-1C (2-20)

2.7.5. Kiriging residual de datos circulares usando
pulimento de medianas

Esta seccién es basada en [47]. El kriging residual es un método de prediccién
empleado en geostadistica cuando el campo aleatorio de interés no es esta-
cionario [9]. Consiste en ajustar la tendencia empleando técnicas de regresién
y en estimar la estructura de correlacion espacial a partir de los residuales
del modelo estimado. La prediccion del proceso en sitios sin informacion se
obtiene como la suma de la tendencia y la prediccion del kriging residual [?].
Una alternativa para llevar a cabo kriging residual es estimar la tendencia
empleando el pulimento de medianas [9]. Esta es una estrategia que busca
mitigar los efectos de atipicos o extremos en el conjunto de residuos. Estos
valores inusuales pueden distorsionar las predicciones del modelo y afectar
la precision del proceso de interpolacion. Se aplica el pulimento de medianas
para identificar y filtrar aquellos residuos que se desvian significativamente
de la mediana de los residuos. Al suavizar los valores extremos se logra una
estabilidad en el proceso de prediccion y se reduce la influencia de datos
andémalos en la interpolacion.

La combinaciéon de kriging residual y pulimento de medianas da como re-
sultado una metodologia robusta y confiable de interpolacion espacial. Esta
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técnica mejora la precision de las predicciones y proporciona una forma de
trabajar con valores atipicos que podrian afectar los resultados. Empleando
pulimento de medianas en conjuncién con kriging residual se puede hacer
prediccion espacial de un campo aleatorio no estacionario.

Sea 6(sj;), 51 € S C R? una realizacién de un campo aleatorio circular aso-
ciado a un enmallado rectangular con componentes horizontales y verticales
kl, k=1,...,pyl=1,...q. Por simplicidad en la notacién a continuacién
se usa O en vez de 0(sy;) El algoritmo del pulimento de medianas se puede

realizar en cinco etapas:

1. Defina © como una matriz de tamano (p+ 1) x (¢ + 1)

le k:1,...,p;l:1,...,q
O =
0 k=@{p+lol=(p+1)

2. Oy es descompuesta en dos matrices dadas por

) ) cos(bk) k=1,....p; l=1,...,q
Hkl _{

0 en otro caso

v _ {seno(&kl) con k=1,....p;1l=1,...,q
kKl
0 en otro caso
3. Realice hasta que haya convergencia un procedimiento iterativo para
obtener las matrices H() y v, i=1,3,5,..., con

1Y) = H Y = Mediana{ ™, 0= 1,0} stk =1, p+ 151 = 1,00

H,gigjﬂ = H,gz;g + Mediana{Hg_l),l =1,.,q¢tsik=1,..,p+1,l=q+1
VU — v Mediana{ V.0 1 =1, g} sik=1,...p+ ;1 =1,...q

VO =V Mediana{Vi ™ 1= 1, ) sk =1, p+1
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4. Lleve a cabo un procedimiento iterativo para obtener las matrices H (2)
y V(i), 1 =2,4,6,..., con

H]g? = ngl D — Mediana{ H, k; =1,.,p}sik=1,..,p;l=1,....q+1
H]glll H;SHZ) - Medlana{Hkl ),k: =1,.,p}tsil=1,...,q+1

VU — v _Mediana{ ViV k= 1,.p}sik=1,...,p;l=1,...q+1
Vp(+>1l Vp(+1 l> + Medlana{Vkl k: =1,.,p}sil=1..,q+1

5. Repita los pasos hasta obtener V() y H(®) que hacen referencia a la
iteracién en la que converge el algoritmo. Las matrices de esta etapa se
denotan como

ag = H(—i-l)q—i-l

ay = V}a(+1)q+1

Fap = HL k=1,

P =V k=1,p
CHl = H]()iol)l,l =1,...,q
cvil Vp(+1)zal =1,..,¢q

6. Retransforme los efectos estimados (total, de fila, de columna y resi-
dual) a datos circulares usando la siguiente regla

e

(00)
arctan H’{Oi) H ]golo) >0
Vk,l ’
(00)
arctan % +7 Vk(?o) >0, H,golo) <0
k|l ’ )
(00)
o = S arctan (25 ) =7 VI <0.mF) <0 (2-21)
kl ) )
(o0) (00) _
= Vk(,l)ZO’HI(c,l)_O
o0 (0.@)
indefinido Vo) —0,H>) =0
\ 5 )
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7. Haga kriging ordinario para datos circulares (seccion 2.7.4) usando los
residuales.

a) Obtenga el cosenograma de los residuales

b) Seleccione un modelo valido de covariograma circular y ajustelo al
cosenograma del item anterior

c) Aplique kriging circular a los residuales empleando el modelo de
covariograma ajustado para hacer predicciones de los residuales
angulares en sitios sin observacion sg

8. Estime de la tendencia espacial (5(30)) en un sitio sg = (xo,yo)T no

observado como

0(s0) = a + 7 + (M) (Fet+1 — Tr)

Yk+1 — Yk
- o — Iy ~ -
+cg+ | —mm (Cl—l—l — Cl) ,
($l+1 - 96’1)

con ] < 29 < 141y Yk < Yo < Yra1, donde a es la estimacion del
efecto total, 7. es el efecto de fila k, ¢; es el efecto de columna [

9. La prediccion kriging por pulimento de medianas en el sitio sy es igual
a la suma de la tendencia 6(sg) més la prediccién del residual circular
(4€(sp)) obtenida por kriging ordinario como

u®(sp) = Zue(si)wi, w; € R (2-22)
1=1
[COS(/QGEO))] - [COS(@e(Sl)) cos(0°(sp))

seno(°(30) senowe(sm] e [senowe(sn))] o

Los vectores u°(s;) se asumen unitarios, luego
(@(s0))" @ (s0) = 1
wTuewey'w =1

WITKW =1,
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donde
I 1 (wW(si ) ul(se) ... (u(s1))” uc(sp)]
Ko (u‘f(sz)).Tue(sﬁ 1 B (ue(sz)fu‘f(sn)
| (u€(sn)) " u(s1) (u(sn))" u(s2) - 1 |

(2-23)

Los pesos w; en este caso se obtienen minimizando la varianza del error

definida como
E[1 — cos(6°(so) — 6%(s0))] (2-24)
Se tiene que

cos|0°(so) — B(s0)] = cos(6°(so))cos(6°(s0)) + seno(6°(sq))seno(8%(so))

_ > wi[cos(0°(s;))cos(0%(s0)) + seno(6¢(s;))seno(6¢(sp))]
WITKW

— D _ieg wicos[0°(s;) — 6°(s0)]
WITKW

_ wlc
- WTKW

El problema de minimizacién es equivalente al de maximizacion de

T
E[ whc

WTKW] , con CT = [cos(0%(s1) — 0%(s0)), . . ., cos(6(sp) — 0%(sp))]

Usando la expansion de Taylor de primer orden se tiene

[ wTc ]_ wro
WITKW WTKW
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K y C' se obtienen ajustando un modelo de covariograma circular teori-
co al cosenograma experimental residual. Usando nuevamente el método
de los multiplicadores de Lagrange se obtiene

K~'C
W (2-25)

VCTK-1C

Una vez hallada la prediccion u€(sg) se obtiene la prediccién angular

5@(&) = arctan (seno/(&i(sﬁ)) (2-26)
cos(6¢(s;))

La varianza de prediccion del kriging circular y su correspondiente es-
timacion estan dadas por [33]

0% =2-2VCTK-1C (2-27)
y

6% =2—2VCTK-1C (2-28)



3 Geoestadistica circular no estacionaria

basada en redes neuronales

3.1. Kiriging residual de datos circulares basado
en redes neuronales

Kriging residual basado en redes neuronales es un método ampliamente usado
en el andlisis de datos geoestadisticos cuando no hay estacionariedad. Por
ejemplo [12] y [44] muestran aplicaciones con datos climaticos, [49] emplea
esta técnica en estudios geoldgicos y [36] lo utiliza en un anélisis de suelos.
En esta seccion se extiende esta metodologia al contexto de datos circulares.
Especificamente se propone una técnica que permite hacer prediccién espacial
de datos angulares combinando redes neuronales y kriging residual angular.
En 3.1.1 se describe el procedimiento para estimar la tendencia espacial de los
datos angulares. Posteriormente en 3.1.2 se establece como hacer prediccion
residual angular. Las dos etapas anteriores son combinadas en para obtener
la prediccion en términos de la variable angular original.

3.1.1. Estimacion de la tendencia espacial empleando
redes neuronales

Suponga que tiene una estructura de datos circulares georreferenciados como
la representada en la Tabla 3-1. En el contexto de datos angulares se requiere
hacer estimaciones separadas de la tendencia espacial para dos conjuntos de
datos reales en el intervalo [—1, 1]. Se procede inicialmente obteniendo a par-
tir de la muestra aleatoria angular 6(s;), i = 1, ..., n, los valores de seno (6(s;))
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Sitio | x | y 0 seno(6(s;)) | cos(6(s;))

s1 | x1 |y | 0(s1) | seno (0(s1)) | cos(0(s1))

Sn | Tn | Yn | O(sn) | seno (0(sy)) | cos(0(sy))

Tabla 3-1: Estructura de un conjunto de datos circulares georreferenciados
con coordenadas x y y (latitud y longitud) y 6(s;) una varia-
ble angular en el sitio s; = (zj,y;),7 = 1,...,n. Los valores
seno(A(s;)) y cos(0(s;), pueden ser usados para caracterizar el
comportamiento de (s) en la region de interés.

y cos (0(s;)) (Tabla 3-1). Se asume que cada una de las componentes tiene
una tendencia espacial que es estimada de manera independiente empleando
redes neuronales (Tabla 3-2). En cada caso hay una capa de entrada, una
de salida y una o varias capas ocultas. En estas se considera una funcion
de activacion tangente hiperbolico puesto que su utilizacion limita los valo-
res de respuesta al intervalo [-1, 1]. La primera capa de la red toma como
parametros de entrada las coordenadas de ubicacién geografica x (longitud) y
y (latitud). La capa de saE(_iEu/retorna de manera independiente, segun el caso,

—

los valores estimados seno(6(s;)) y cos(6(s;)). La funcién de error utilizada
en la red se establece mediante la comparacién de la estimacion realizada
durante el proceso de aprendizaje 6(s;) v el dngulo registrado en la muestra

0(s;). Especificamente se busca minimizar la funciéon de error
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Segtn el caso, estimacion de seno(6(s;)) o cos(0(s;)), la funcién n <§(sl)) esta

dada por:

Ul (&80) =

—_ —

(1 — COos (arcoseno(seno(&(si)) — 9(30))
(1 _ cos <§(Si) _ 9(31))) (3-1)

|~ —

—_ N —

(1 — Cos (arcocos(cos(@(si)) — 0(30))
(1 _ cos <§(Si) _ 9(31))) (3-2)

Las expresiones (3-1) y (3-2) en el contexto circular son equivalentes a la di-

1
2
1
2

ferencia de cuadrados en el andlisis de variables reales. La estimacion angular
final de la tendencia espacial (después de optimizadas las funciones de error
3-1y 3-2) es definida como

0(s;) = arctan (M) (3-3)
cos(6(s;))

En la tabla 3-2 se resume el procedimiento de estimacién de la variable
angular 6(s;),i = 1,...,n empleando las estimaciones de las funciones seno
y coseno en cada sitio de observaciéon Una vez entrenada las redes neuronales
de ambas funciones se puede hacer estimaciéon de la tendencia angular en
sitios sin observacion sg tomando como entrada sus coordenadas de ubicacion
espacial (xg,yo). Especificamente

5(30) = arctan (M) (3-4)
cos(0(sp))

3.1.2. Kiriging residual circular basado en redes neuronales

~

Dada la estimacion de la tendencia espacial 0(s;),i = 1,...,n (Ecuacién 3-
3), se emplea inicialmente kriging residual para hacer prediccién del error
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Sitio | & | y | 0(s) | seno (6(s)) | cos (0(s)) | O(s)=arctang (M)
cos (0(s))
s1 | x|y | 0(s1) Seng—(\QZsl)) cosje\(gl)) g(sl) — arctang (M)
cos (0(s1)
Sn In | Yn 9(8n> Seng—((;(/sn)) COS/(—Q\(;TL)) 5(811) = arctang (M)

cos (6(sn))

Tabla 3-2: Estructura de datos espaciales con respuesta angular

(i, vi,0(si)), con (x;,y;) representan las coordenadas espa-
ciales (longitud, latitud) en s;, 0(s;) la i-ésima observacién de
la variable angulw), 0(s;) la estimacién de 6(s;) basada en
seno (0(s;)) v cos (0(s;)) que son obtenidas las estimaciones de
estas funciones halladas por medio de redes neuronales para
datos circulares.

angular en sitios no observados. Posteriormente las predicciones son sumadas

a la tendencia estimada por redes neuronales para obtener la prediccion en

términos de la variable angular original. La metodologia comprende varias

etapas:

1.

Se calcula para cada uno de los sitios de observacion el residual circu-

~

lar 0°(s;) = (0(32) — Q(Si)), con 6(s;),si,i = 1,...,n la muestra del

proceso estocastico espacial angular registrado.

. Se ajusta un modelo de covariograma tedrico (esférico, exponencial,

Gaussiano) (Seccién 2.7.1) al cosenograma calculado con 6¢(s;),i =
1,...,n

G == 30 coslb(si) — 6°(sy)). (35)
P8 o sToi<e

En la préctica es dificil encontrar muchas parejas de sitios (s;, s;) cuyas
distancias sean exactamente iguales a h. Por ello, en aras de llevar a
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cabo el ajuste de un modelo de covariograma circular al cosenograma,

residual (ver Seccién 3-5) se fija la toler

ancia |||s; —s;|| —h| < €, es decir

se buscan todas aquellas parejas de sitios con distancias aproximadas

(por debajo o por encima) a h.

cos(6°(s;))

0°(s;
. Se define u§ = [seno( (Sz))] .1 = 1,...,n, el i-ésimo vector angular

residual. Se hace prediccion de los residuales angulares en sitios no

observados por medio de kriging ordi
entrada los residuales angulares.

e [seno/(@?(S())] e [seno(96(31))

o= Cg(é\g) cos(0°(s1))
wy
=uf,...,u] | :
W
_ (U we,

nario circular empleando como

] . [seno(6¢(sy))
+...tw, [cos(@e(sn))]

Los pesos son estimados como (ver seccién 2.7.4)

Ke —1Ce
W€ = (K) , donde
JCTRC
1 (u)Tug - (uf) g ]
o @)y (u5)"u,
| (ug)Tuf (ug)ug - L

y (C)" = [cos(6°(s1) — 0

—_—

seno/(e?(so)>
cos(6¢(s0)

1/9\6(50) = arctan (

50)), .-, co8(0°(sp) — 0°(s0))]

4. Dado ug la prediccién residual angular se calcula como
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5. La varianza de prediccion del error angular se calcula mediante

~ T —e —1~
64 =2— 2\/ V(K C (3-7)
con (C ) la estimacion de (C€)

6. La prediccién angular en un sitio de interés sop = (xg,yo) en la regién
de estudio se obtiene sumando la tendencia estimada por redes neu-
ronales (ecuacién 3-4) y la prediccién residual circular (ecuacion 3-6).
Especificamente

o~ ~ o~

0(s0) = 6(s0) + 0°(s0) (3-8)

7. La varianza de prediccion de la variable angular es igual a la definida

n (3-7)

8. Los resultados de las predicciones y de las varianzas de prediccién pue-
den representarse de diversas maneras. La mas comun es empleando
graficos de vectores que indican las direcciones predichas y sus respec-
tivas magnitudes.



4 Estudio de simulacion

El estudio de datos simulados es una alternativa cominmente empleada en
estadistica para comprobar las bondades de nuevas metodologias de analisis.
Las simulaciones facilitan la comparacién de estrategias novedosas de mo-
delacién con otras previamente establecidas. Los resultados de estudios de
simulacion ofrecen la posibilidad de identificar los pros y contras de técnicas
innovadoras. En geoestadistica es muy comun su utilizacién para cuantificar
el desempeno de nuevas alternativas de prediccién kriging ([13], [27], [54]).
En esta seccion se analizan datos simulados con el propésito de comparar
técnicas de kriging residual para datos circulares basadas, respectivamente,
en pulimento de medianas y redes neuronales. Con el procedimiento descrito
en la seccion 2.7.3 se generan datos de campos aleatorios circulares con distin-
tos niveles de dependencia espacial empleando simulaciones de distribuciones
von Mises y a partir de estos se comparan las dos estrategias de analisis geoes-
tadistico de datos circulares no estacionarios. Para determinar las diferencias
entre las dos metodologias se utilizan dos estadisticas obtenidas a partir de
los angulos simulados y estimados: El error medio absoluto de la diferencia
de cosenos (EMADC) y el error medio del coseno de las diferencias (EMCD)
definidos respectivamente como:

EMADC — %Z lcos((si) — cos(0(s))| (4-1)
1=1

EMCD — %Z cos(6(s;) — 6(s1)) (4-2)
=1
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4.1. Resultados

Se obtienen simulaciones de tres campos aleatorios circulares a partir de dis-
tribuciones von Mises centradas en cero con k =0.8, 3.1, 8.0 y estructura de
correlacion esférica (ver Seccidén 2.7.3). Siguiendo el ejemplo de simulacién
presentado en la seccién 6.1 de [33] se emplea un enmallado regular de 121
puntos equiespaciados con coordenadas (x,y), x,y = 1,2,...,11. Con base
en los angulos simulados (vectores en negro en las Figuras 4-2 y 4-3) se ha-
ce comparacion de los resultados obtenidos por kriging residual empleando
pulimento de medianas (Figura 4-2) y redes neuronales (Figura 4-3), respec-
tivamente. Inicialmente se obtienen las estimaciones de los cosenogramas y
se hace el ajuste de modelos tedricos de covariograma (puntos y curvas en la
Figura 4-1)

e o °
0.6 1 0.6 1 0.6 1

ch)
c(h
c(h)

0.4 044 0.4

L
0.2 - . 02 0.2
. v

0.0 T T T T T T 0.0 - - - - - 0.0

Figura 4-1: Funciones de covarianza ajustadas (curvas) a los cosenogra-
mas experimentales (puntos) correspondientes a tres conjuntos
de datos simulados a partir de distribuciones von Mises con
parametros k=0.8 (izquierda), 3.1 (centro) y 8.0 (derecha).

Los modelos de covarianza ajustados (curvas en negro) a los cosenogramas
(puntos azules) en los tres conjuntos de datos no involucran efecto pepita
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72, es decir que no se asume discontinuidad en el origen (Figura 4-1). Se
emplearon modelos de covarianza esféricos en los tres casos. Las estimaciones
de los parametros son dadas en la Tabla 4-1. Es claro de las modelos ajustados
a los cosenogramas que a mayor £ hay menor varianza (menor valor de &2)
y ligeramente mayor correlacién (mayor ¢E) De lo anterior, es razonable que
las predicciones basadas en datos simulados de distribuciones con mayor
tengan un mejor desempeno, es decir que en el proceso de validacién cruzada
es esperable que se obtengan menores residuales (mayor similitud entre los
angulos simulados y los predichos) cuando incrementa k.

0.810.010.83|1.01

3.110.0]0.27|1.12

8.010.00.12 | 1.22

Tabla 4-1: Estimaciones de los parametros de modelos de covarianza circular
esféricos ajustados a datos simulados de distribuciones von Mises

con tres valores de k.

Inicialmente en la Figura 4-2 se muestran los resultados de validacion cruzada
obtenidos por kriging residual circular basado en pulimento de medianas.
Puede notarse que en la medida en que aumenta x mejoran las predicciones.
Esto es debido a que disminuye la variabilidad de los procesos subyacentes.
Un resultado muy parecido se observa en la Figura 4-3 correspondiente a las
predicciones de validacién cruzada por la técnica propuesta que se soporta en
el uso de redes neuronales como método de estimacion de la tendencia espacial

en los datos angulares. Nuevamente a mayor x menor error de prediccion.
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Figura 4-2: Representacion de los datos angulares 6(s;) simulados (vectores

en negro) a partir de campos aleatorios circulares von Mises

=3.1 (centro) y k=8 (derecha) y de
las predicciones obtenidas por medio del kriging residual con
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Figura 4-3: Representacion de los datos angulares 6(s;) simulados (vectores

en negro) a partir de campos aleatorios circulares von Mises

8 (derecha) y de las

predicciones obtenidas por medio de kriging residual con redes

0.8 (izquierda), k=3.1 (centro) y K

con K

A

1,...,121 (vectores en azul)

neuronales 6(s;), i

Los resultados gréaficos parecen sugerir que las dos metodologias son seme-

jantes. Para discernir numéricamente respecto a las posibles diferencias entre
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las dos técnicas se emplean los criterios EMADC y EMCD definidos respec-
tivamente en las ecuaciones 4-1 y 4-2. La evaluacion del desempeno de cada
metodologia (kriging residual basado en pulimento de medianas y en redes
neuronales) se realiza mediante un proceso de validacién cruzada (dejando
una observacién fuera), en el que se calcula la prediccién en cada sitio HA(SZ-),
1 =1,...,121, con base en los 120 restantes. La Figura 4-2 presenta en color
rojo los valores simulados y en negro las predicciones basadas en kriging re-
sidual circular usando pulimento de medianas. Es claro que las predicciones
mejoran a medida que x aumenta. Esto se debe nuevamente a que disminuye
la variabilidad de los datos. Las predicciones con kriging residual de datos cir-
culares empleando redes neuronales son mostradas en la Figura 4-3 (vectores
en azul). Al igual que en el caso de pulimento de medianas, hay mejora en
las predicciones cuando se incrementa x. Los valores de las medidas EMADC
y EMDC para ambas metodologias son presentados en las Tablas 4-2 y 4-3.
Los resultados revelan que la metodologia basada en redes neuronales tiene
mejor desempeno en todos los escenarios de simulacion. Es también claro
que a medida que aumenta k se tiene menor error, puesto que como se ha
mencionado anteriormente cuando hay un incremento de este parametro se

obtiene una menor dispersion.

EMADC k=08 | k =3.1 | kK =8
Pulimiento de Medianas | 0.389 | 0.113 | 0.047
Red Neuronal 0.335 | 0.086 | 0.037

Tabla 4-2: Valores del error medio absoluto de la diferencia de cosenos
(EMADC) calculados con los errores de validacién cruzada ob-
tenidos por kriging residual circular basado en pulimento de me-
dianas y redes neuronales en cada uno de tres campos aleatorios

circulares con distribucién von Mises de parametro k.
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EMDC k=08 | k=3.1 | k=8
Puliminto de Medianas | 0.726 | 0.444 | 0.300
Red Neuronal 0.636 | 0.386 | 0.270

Tabla 4-3: Valores del error medio de diferencia de cosenos (EMDC) cal-
culados con los errores de validacién cruzada obtenidos por kri-
ging residual circular basado en pulimento de medianas y redes
neuronales en cada uno de tres campos aleatorios circulares con
distribucion von Mises de parametro k.

Aunque no se ha realizado en este trabajo un estudio suficientemente amplio
que permita determinar la significancia estadistica de las diferencias entre las
dos técnicas, los resultados de las simulaciones sugieren que la metodologia
propuesta basada en redes neuronales para datos circulares podria presen-
tarse como una opcién mas efectiva en comparacion con la soportada en el
pulimento de medianas.



5 Analisis de datos reales: Prediccion
espacial de direccion del viento en una

region de Colombia

El proyecto NASA POWER [45] es una iniciativa de la NASA (National Ae-
ronautics and Space Administration) que ofrece conjuntos de datos solares
y meteorologicos con el objetivo de respaldar investigaciones en areas como
energia renovable, eficiencia energética y necesidades socio-econémicas y cul-
turales. La NASA desempena un papel fundamental en la investigacion y la
expansion de nuestro conocimiento sobre el planeta. Esta institucién recopila
y distribuye informacion precisa y detallada de las condiciones meteorologicas
en todo el mundo y particularmente sobre la radiacion solar. En aras de ha-
cer una aplicaciéon a un conjunto de datos reales de la metodologia propuesta
en el trabajo se consideré un conjunto de datos meteoroldogicos recopilados
por esta fuente. Especificamente se colectaron 81 registros de direccion del
viento del dia 31 de octubre de 2010 a las 10 am en una subregion de Co-
lombia delimitada por las coordenadas de longitud (2.75° 6.75°) y latitud
(—78.25°, —74.25°) (Figura 5-1). Para realizar el andlisis, los datos originales
obtenidos en grados de latitud y longitud fueron transformados a coordenadas
planas UTM.
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Figura 5-1: Representacion de datos de direcciéon del viento tomados del
proyecto NASA power en una regién de Colombia el dia 31 de
octubre del 2010 a las 10 am.

5.1. Analisis de validacion cruzada

Aqui se hace nuevamente una comparacién entre kriging circular basado en
pulimento de medianas y la propuesta fundamentada en el uso de redes neu-
ronales. Las medidas de desempenio EMADC y EMDC (Ecuaciones 4-1 y
4-2) consideradas en el estudio de simulacién fueron también empleadas en
este caso para establecer las diferencias entre las dos estrategias de analisis.
La Figura 5-2 muestra una comparacién entre los resultados de la valida-
cién cruzada obtenidos con las dos metodologias (a la izquierda pulimento
de medianas y a la derecha redes neuronales). A simple vista es claro que el
rendimiento es mejor cuando se emplea la segunda opcion. Puede percibirse
que los vectores negros y rojos (observados y predichos) en el panel derecho
(método basado en redes neuronales) estan practicamente superpuestos, es
decir que las predicciones estdn muy cercanas a las observaciones, mientras
que en el panel izquierdo hay muchas discrepancias, particularmente en la
zona centro y sur de la regién considerada. Las gréaficas insintian que cuando
hay un cambio drastico en la tendencia el algoritmo basado en pulimento
de medianas presenta mayor error e indican que en general la metodologia
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Figura 5-2: Representacion de los datos angulares observados (direcciones
del viento) 0(s;),i = 1,...,81 (vectores en negro en ambos pane-
les) y predicciones 0 (s;) obtenidas por medio de kriging residual
con pulimento de medianas (vectores en rojo en el lado izquier-
do) y kriging residual con redes neuronales (vectores en rojo en
el panel derecho).

propuesta, soportada en redes neuronales, brinda predicciones més precisas
(hay menor error de prediccién). Estas revelan también que el método funda-
mentado en redes neuronales tiene mayor capacidad de adaptacién a cambios
bruscos de tendencia. Notese que en la zona centro y sur del area de estudio
se presentan cambios bruscos de direccion que no logran ser capturados por el
método de prediccion cimentado en el uso de pulimento de medianas, mien-
tras que estos mismos si son capturados por el construido a partir de redes
neuronales. Note en los dos paneles de la Figura 5-2 que hay diferencias en
las escalas de las direcciones sur-norte y este-oeste (las distancias en senti-
do norte son menores). Esta diferencia de escala puede afectar la capacidad
del método de pulimento de medianas para estimar de manera adecuada la
componente horizontal de los datos. En contraste, la metodologia soportada
en redes neuronales se adapta mejor a la estimaciéon dada su capacidad de
capturar relaciones y patrones complejos en datos de direccién del viento [42].
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Figura 5-3: Histograma de residuales de validacién cruzada correspondien-
tes a los métodos basados en pulimento de medianas (izquierda)
y redes neuronales (derecha).

Los histogramas de los residuales de prediccién con ambas técnicas (Figura
5-3) confirman que hay mucha menos dispersién cuando se aplican redes
neuronales. En ambos casos el promedio angular esta alrededor de cero, pero
con mas variabilidad en el caso de pulimento de medianas. Una comparacién
formal de los errores de prediccion de las dos técnicas se obtiene con las
medidas EMADC y EMDC (Ecuaciones 4-1 y 4-2). Estas son mostradas en
las Tabla 5-1. Nuevamente este insumo permite concluir que la combinacion
de redes neuronales y kriging residual circular resulta mas favorable en el
contexto estudiado. El coeficiente de concentracién V' (Seccién 2.6.2) es otro
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estadistico que permite inferir en este caso que hay mucha mayor variabilidad
en los residuales resultantes de la prediccion con la combinacién de pulimento
de medianas y kriging residual circular.

EMADC | EMDC %4
Pulimiento de medianas 0.542 0.251 | 0.485
Red neuronal 0.071 0.006 |0.014

Tabla 5-1: Errores EMADC y EMDC del proceso de validacion cruzada apli-
cado a dos metodologias de kriging residual en datos reales. Se
muestra también el valor del coeficiente de concentracién (varia-
bilidad de datos angulares).

En resumen, los resultados del analisis de validacién cruzada de datos an-
gulares reales estan en la misma linea de lo establecido con datos procesos
espaciales angulares simulados, es decir que la metodologia que combina re-
des neuronales con kriging circular residual presenta un mejor rendimiento en
la prediccion espacial de los datos circulares que los hallados con el método
soportado en el uso de pulimento de medianas. Los residuales de los analisis
de datos simulados y reales revelan que cuando hay complejidad en la ten-
dencia espacial (que cambia en distintos sentidos de forma no lineal) y alta
variabilidad, la prediccién con la opcién de redes neuronales y kriging circular
residual es mucho mas llamativa. Los resultados presentados en la tabla 5-1
resaltan la superioridad de la metodologia basada en redes neuronales. Esta
misma permite que haya una reduccién significativa del error y un aumento
en el coeficiente de concentracion para los residuales. Estos resultados indican
que la metodologia de redes neuronales es capaz de proporcionar estimacio-
nes mas precisas y consistentes en comparacion con el método alternativo de
estimacion de la tendencia.
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Figura 5-4: Prediccion del viento usando kriging residual con redes neuro-
nales de 400 puntos no medidos a partir de 81 mediciones

5.2. Prediccion en sitios no muestreados y
caracterizacion de los vientos

En el analisis de datos reales también se lleva a cabo prediccién en sitios
sin informacién (Figura 5-4). Especificamente a partir de los 81 registros de
direccion del viento tomados de la base de datos de estudio, se realizd pre-
diccién en 400 puntos del area de interés no considerados en la informacion
inicial. Los vectores predichos permiten caracterizar el comportamiento de la
direccién del viento el dia de la captura de informacion en la regién conside-
rada. En la parte norte se perciben vientos con direcciéon nor-oriental y en la
sur predominan vientos con direccién sur, sur-occidental y occidental. Este
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patron puede ser explicado por varias causas. Por un lado, el comportamiento
de los vientos en la costa occidental de Colombia en octubre se caracteriza por
una combinacion de factores geograficos y meteoroldgicos. La topografia y la
geografia de la regién pueden influir en la direccién de los vientos [40]. En la
parte norte de la costa, es posible que la presencia de cadenas montanosas o
valles pueda canalizar los vientos hacia una direccion nor-oriental. En cambio,
en la sur la topografia y la configuracién geografica pueden favorecer vientos
que provienen del sur, sur-occidente y occidente [2]. La corriente de Panama,
una corriente oceanica calida que fluye a lo largo de la costa del pacifico de
América del sur, puede tener un impacto en los patrones de viento [41]. Esta
corriente puede influir en la direccién de los vientos costeros, especialmente
en la parte sur de la costa. La variacién estacional también desempena un
papel importante en los patrones de viento. En octubre, Colombia experi-
menta cambios en la intensidad y direccion de los vientos debido a factores
estacionales, como la posicion del sol y la interaccién entre sistemas de alta
y baja presion. Los frentes atmosféricos que se mueven a través de la region
pueden cambiar la direccion de los vientos. La interaccién de masas de aire
frio y calido puede influir en la direccion y velocidad de los vientos costeros
[15].



6 Conclusiones y trabajo futuro

Los datos circulares presentan una estructura matematica que requiere un
tratamiento diferente al de los datos de variables reales cominmente consi-
derados en estadistica. En el campo de la geoestadistica, especialmente en la
estimacion de la estructura de correlacion espacial y en la prediccion median-
te kriging, es esencial tener en cuenta estas particularidades. En este trabajo,
se propone una alternativa para realizar prediccion espacial cuando se dispo-
ne de datos de campos aleatorios no estacionarios. La propuesta consiste en
utilizar redes neuronales para modelar la tendencia espacial y luego tratar los
residuales circulares de manera analoga a como se hace con datos circulares
estacionarios. La prediccion final se obtiene sumando la tendencia estimada
con la prediccién circular residual.

La metodologia se valida utilizando datos reales y simulados. Se realiza una
comparacion con una propuesta basada en el método de pulimento de me-
dianas. Los resultados demuestran que la estrategia planteada ofrece mejores
resultados en términos de los errores de prediccion en la validacion cruzada.
Los hallazgos de este estudio son de gran relevancia ya que subrayan la efec-
tividad y confiabilidad de la metodologia basada en redes neuronales en el
analisis de datos circulares. La disminucion considerable en el error signifi-
ca que las predicciones realizadas con esta metodologia son mas exactas y
confiables, lo que puede tener un impacto positivo en diversos campos de
aplicacion, como la energia renovable, la eficiencia energética y otros estudios
relacionados.

Este estudio plantea nuevas oportunidades para explorar y mejorar la me-
todologia de redes neuronales en el contexto del andlisis y modelado de da-
tos circulares. Los resultados obtenidos no solo respaldan la validez de esta



52

6 Conclusiones y trabajo futuro

técnica, sino que también resaltan su potencial y su aplicabilidad en una va-
riedad de escenarios. La efectividad demostrada en la reduccién del error y el
aumento del coeficiente de concentracién, sugiere que la metodologia de re-
des neuronales tiene un papel prometedor en futuros estudios y aplicaciones
practicas en el campo de la estadistica espacial y el analisis de datos espa-
ciales. Se plantea como trabajo futuro la extensiéon del método de prediccion
kriging universal al caso de datos circulares georreferenciados y la prediccion
espacial de datos circulares en presencia de covariables empleando cokriging.
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