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Resumen

Integracion de los parametros fisicoquimicos de nanofluidos poliméricos basados
en puntos cuanticos de carbono (CQDs) para la predicciéon de viscosidad

utilizando modelos de aprendizaje de maquinas

Los procesos de recobro mejorado en Colombia toman relevancia para mantener la
soberania energética del pais a través de la implementacion de nuevas tecnologias. Este
trabajo permitié identificar las variables relevantes para la evaluacion de nanofluidos
poliméricos basados en puntos cuanticos de carbono (CQDs) y poliacrilamida
parcialmente hidrolizada (HPAM) para implementar modelos de aprendizaje de maquinas
que logren predecir la viscosidad de la solucion resultante como estrategia de monitoreo.
El conjunto de datos fue generado experimentalmente bajo diferentes condiciones de
salinidad, tiempo de afejamiento, orden de adicién, tipo de CQD y tasa de corte como
predictoras de viscosidad, manteniendo la temperatura, concentracién de CQD y polimero
fijas. La implementacion de cuatro (4) modelos de aprendizaje supervisado de regresion,
permitié establecer la capacidad predictiva de los modelos ante un conjunto de datos
altamente desbalanceado y de baja correlacién lineal entre las variables siendo el de
bosques aleatorios el modelo con mejor desempefio con un R? cercano al 87%. Los
resultados experimentales permitieron establecer nuevos acercamientos para investigar el
efecto sinérgico CQD-HPAM en procesos de inyeccion de polimeros para recobro
mejorado utilizando modelos de aprendizaje de maquinas como una estrategia efectiva

para generalizar el comportamiento de estos sistemas fisicos.

Palabras clave: Recobro mejorado, nanofluidos poliméricos, predicciéon de

viscosidad, aprendizaje de maquinas, puntos cuanticos de carbono.



Abstract

Integration of physicochemical parameters of polymeric nanofluids based on
carbon quantum dots (CQDs) for viscosity prediction using machine learning

algorithms.

Enhanced recovery processes in Colombia are relevant in maintaining the country's energy
sovereignty through implementing innovative technologies. This work allowed us to identify
the relevant variables for the evaluation of polymeric nanofluids based on carbon quantum
dots (CQDs) and partially hydrolyzed polyacrylamide (HPAM) to implement machine
learning models that can predict the viscosity of the resulting solution as a monitoring
strategy. The data set was generated experimentally under different salinity conditions,
aging time, addition order, CQD type, and shear rate as viscosity predictors, keeping the
temperature, polymer, and CQD concentration fixed. The implementation of 4 regression
models allowed the establishment of the predictive capacity of the methods in the face of
a highly unbalanced dataset and low linear correlation between the variables, with the
random forest model being the algorithm with the best performance with an R? near 87%.
The experiment highlighted novel approaches to investigate the CQD-HPAM synergistic
effect in polymer injection processes for enhanced oil recovery using machine learning

techniques as an effective tool to generalize the behavior of these physical systems.

Keywords: Enhanced oil recovery, polymer nanofluids, viscosity prediction,

machine learning, carbon quantum dots.
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1.Introduccion

1.1 Motivacion

A pesar de contar con una matriz de generacién eléctrica compuesta un 68% por
renovables [1], Colombia presenta una matriz energética general donde el 76% se
compone por hidrocarburos [2] con una demanda estimada por combustibles
incrementando en todos los escenarios proyectados entre un 1 y 5% hasta el 2036 [3].
Esto ubica al sector energético en una posicién clave para mantener el desarrollo de la
nacién desde el suministro constante y sostenible de energia. Sin embargo, el factor de
recobro nacional se ubica cerca al 20.1%, muy por debajo del valor mundial de 38%. Dentro
de las cifras de produccion nacional se establece que el 36% de la produccion corresponde
a recuperacion secundaria y recuperacion mejorada de petréleo (EOR) concentrados en
33 campos de explotacion [4]. De hecho, se estima que un incremento del 1% en el factor
de recobro representaria el ingreso de 650 millones de barriles a la base de reservas
probadas [5].

Las técnicas de recobro mejorado (EOR) comprenden alternativas ampliamente
desarrolladas, sin embargo, su efectividad responde a parametros propios de cada
escenario de implementacion [6]. Para escoger las técnicas de recobro mejorado se llevan
metodologias de evaluacion robustas (conocidas como screening) que permiten establecer
las técnicas adecuadas en funcion de las caracteristicas geofisicas del yacimiento, los
fluidos que lo componen y las facilidades para la implementacion [6]. La inyeccion de
polimeros para recobro mejorado ha representado una alternativa eficiente para
incrementar la cantidad de aceite en el pais mostrando una eficiencia entre 0.02 y 1.51
barriles adicionales producidos por kilogramo de HPAM con 17 patrones de inyeccion entre
2011 y 2023 en Colombia [7].

Paralelo a estas alternativas se ejecutan procesos de inyeccién de trazadores con el fin de
mejorar el entendimiento de las caracteristicas del medio poroso, impacto de las
tecnologias de recuperacion y nuevos esquemas de tecnologias enfocadas a mejorar la
recuperaciéon de petréleo [8]. Los trazadores pasivos son un tipo de trazador utilizado
ampliamente en la industria del petréleo y el gas para establecer los patrones de flujo al
interior del yacimiento estableciendo la direccion del fluido trazador siendo este
principalmente salmueras de inyeccion [8]. La inyeccion de CQDs sobresale como una
alternativa eficiente de trazador pasivo en el yacimiento de menor costo para establecer
los patrones de flujo en el medio poroso con altas capacidades para trazar [9].
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A pesar de su relevancia, los efectos de los CQDs y su naturaleza en los nanofluidos
poliméricos aun permanece bajo analisis exhaustivo dado que las propiedades resultan
sensibles a cambios en salinidad, condiciones externas como nanoparticulas y agentes
quimicos reduciendo su efectividad en el proceso [10-13]. Es por esto qué la prediccién y
seguimiento de la viscosidad de los nanofluidos poliméricos representa una herramienta
importante para mantener los estandares de calidad en la inyeccién, sin embargo, dada su
alta sensibilidad a parametros externos, variaciones ligeras podrian generar grandes
impactos en los valores de viscosidad fuera de las requeridas. Las técnicas de aprendizaje
de maquinas nacen como una respuesta a problemas de alta complejidad dimensional y
de modelamiento, entendimiento tedrico limitado y la posibilidad de ser solucionadas a
través de la informacion contenida en los datos medidos. En este trabajo se busca
implementar modelos de aprendizaje de maquinas que permitan predecir la viscosidad de
nanofluidos poliméricos ante diferentes escenarios de salinidad, tiempo, presencia y tipo
de CQDs con un conjunto de datos generado experimentalmente como alternativa
suplementaria para valorar esta técnica de recobro ante diferentes escenarios.

1.2 Trabajos previos

La revisidon de literatura permitié identificar los trabajos de investigacion realizados
previamente donde se exponen algunos avances en EOR con polimeros, la inclusién de
CQDs en la solucién polimérica y la implementacion de modelos de aprendizaje de
maquinas para establecer las propiedades de flujo del polimero. Si bien los impactos de
los CQDs en el HPAM comienzan a ser explicados, la fenomenologia asociada al proceso
aun se mantiene fuera del alcance del modelamiento bajo un escenario de aplicacion real
considerando que los impactos en la viscosidad dependen de la naturaleza del CQD y sus
propiedades fisicas.

La inclusion de CQDs en las soluciones poliméricas ha sido estudiada previamente por
algunos autores donde se indica un impacto negativo en la viscosidad [14, 15], sin
embargo, cuando se implementan puntos cuanticos de silice, la viscosidad de las
soluciones poliméricas incrementa cerca de un 39% con respecto al escenario base y se
presenta un incremento en el recobro final de aceite del 28.3% [16]. Estos estudios
confirman el efecto de la naturaleza del nanomaterial en la viscosidad del nanofluido
polimérico, sin embargo, demuestra la necesidad de profundizar en la fenomenologia
asociada al proceso para cuantificar los impactos en implementaciones reales de proyectos
de EOR. Estos trabajos permiten identificar que la naturaleza del CQD impacta la
viscosidad de las soluciones poliméricas en diferentes medidas dificultando la prediccion y
modelamiento de las propiedades de flujo.

Yao et al [14] utilizaron simulacién molecular para establecer la interaccién entre el HPAM
y CQDs en presencia de iones monovalentes de Na* indicando una irrupcion de las
cadenas poliméricas cuando el polimero se absorbe sobre la superficie del CQD por las
zonas donde se distribuyen los grupos funcionales amida principalmente mas que por los
grupos funcionales carboxilados. Haruna et al [15] demostraron que el uso de composites
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HPAM/CQDs tienen una viscosidad inferior al sistema base de referencia generando un
sistema desordenado en la solucién polimérica. Los impactos de los CQDs en las
soluciones poliméricas muestran una alta afinidad de los nanomateriales por las cadenas
poliméricas alterando la estabilidad de la solucién reduciendo la viscosidad.

Por otro lado, la implementacion de modelos de aprendizaje de maquinas para la
prediccion de viscosidad de fluidos poliméricos se viene desarrollando ampliamente para
su aplicacién en modelos asistidos [17-19] o la prediccion directa de la viscosidad [20-23].
Shakeel et al [23] utilizaron modelos de regresion multiple, maquinas de soporte vectorial,
arboles de decision y redes neuronales. Este trabajo permitié identificar que, para este tipo
de aplicaciones, los modelos lineales no muestran un buen desempefio y requieren de
sintonizacién especifica para cada tipo de polimero.

Los trabajos revisados apuntan a la evaluacion de parametros en la solucion y su
respectivo impacto en la prediccién de la viscosidad de nanofluidos poliméricos. Si bien la
inclusion de CQDs en la solucion polimérica comienza a ser relevante, ningun trabajo
previo presenta la inclusién de este nanomaterial en los valores de viscosidad para predecir
los respectivos valores utilizando modelos de aprendizaje de maquinas.

1.3 Planteamiento del problema

En procesos de EOR con polimero se implementa ampliamente el HPAM por su bajo costo
y propiedades viscosificantes del fluido desplazante [24]. A pesar de sus propiedades y
amplia implementacion en campo el polimero es sensible a condiciones diversas de
salinidad, temperatura y agentes externos afectando las propiedades fisicas del polimero
en solucion. Paralelo a la inyeccion de polimeros las alternativas para trazar fluidos en el
yacimiento se utilizan para profundizar el conocimiento de las caracteristicas del medio
poroso, asi como el entendimiento de los efectos de los trazadores en los nanofluidos
poliméricos también resulta clave para estimar el impacto de las alternativas combinadas
en esquemas de inyeccion. Si bien las valoraciones experimentales son requeridas para
estimar la efectividad de las estrategias de recobro para las condiciones especificas de
despliegue, estas pueden ser costosas y su potencialidad para generalizacién se ven
limitadas a escenarios cubiertos por los rangos de evaluacion. Las técnicas de aprendizaje
de maquinas resultan una herramienta de alto valor para predecir valores en escenarios
de bajo relacionamiento donde los modelos tipicos no alcanzan a incluir el efecto de las
variaciones como la inclusién de CQDs o el tiempo de afiejamiento evaluando modelos
con capacidad de generalizacion que permitan establecer las propiedades de flujo de los
polimeros ante cambios en la corriente de inyeccion.
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1.4 Objetivos

1.4.1 Objetivo general

Implementar modelos de prediccién para establecer la viscosidad de polimeros para EOR

en presencia de CQDs y diferentes escenarios de salinidad, tiempo de afiejamiento y orden

de adicion.

1.4.2 Objetivos especificos

Valorar el efecto de la estrategia de conformacién del polimero, salinidad y tasa de
corte en las propiedades de flujo de la solucion conformada.

Construir un conjunto de datos representativo a partir de las variables de interés
manteniendo la representatividad fisica del fendbmeno y las condiciones de
evaluacion fijadas.

Implementar y evaluar modelos de aprendizaje de maquinas supervisados "por
regresion, para la prediccién de la viscosidad del polimero a partir de variables
preestablecidas segun el estado del arte y los resultados experimentales.
Comparar los modelos de aprendizaje de maquinas supervisados por regresion
implementados, para establecer la relacion entre los métodos y la naturaleza fisica

del problema.

1.5 Contribucion

Los resultados de esta investigacion pueden agruparse en dos (2) grupos principales
asociados a la interaccion y efecto de los CQDs en las propiedades de flujo del polimero y
la prediccion de la viscosidad utilizando métodos de aprendizaje de maquinas a partir de
un conjunto de datos experimentales generado bajo diferentes condiciones fisicoquimicas.

La evaluacién experimental de los nanofluidos poliméricos bajo diferentes
condiciones de conformacion y parametros fisicoquimicos permite establecer
diferencias claras con el orden de adicion, salinidad y tiempo de afiejamiento de las
soluciones poliméricas en presencia de CQDs para un proceso de recobro con
polimero e inyeccion de trazadores al yacimiento.

La implementacion de los modelos de aprendizaje de maquinas supervisados por
regresion permitié seleccionar los mas eficientes para este tipo de aplicaciones

donde se presenta una baja cantidad de datos, variaciones fenomenoldgicas en los
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nanofluidos y un alto desbalanceo dadas las propiedades del fendmeno. Este
estudio presenta un primer acercamiento como estrategia complementaria en los
procesos de valoracién de las técnicas de EOR y la posibilidad de extrapolar

resultados experimentales utilizando estas técnicas automaticas.

Los resultados asociados a la etapa experimental inicial fueron presentados en dos
eventos de difusion cientifica:

e X SUMMER SCHOOL.: realizado en la Facultad de Minas los dias 23 y 24 de abril
del 2024 en modalidad de poster en tres (3) minutos obteniendo el primer lugar
con el trabajo: “Evaluation of addition of Carbon Quantum Dots (CQDs) on
Polymeric solution for EOR processes: Effect of CQD type and lon content
on brine” [25].

e XXl CONGRESO DEL PETROLEO, EL GAS Y LA ENERGIA: realizado en la
ciudad de Barranquilla del 28 al 30 de agosto en modalidad de poster con el trabajo
titulado: “EVALUACION DE LA ADICION DE PUNTOS CUANTICOS DE
CARBONO (CQDs) EN SOLUCIONES POLIMERICAS PARA PROCESOS DE
RECOBRO MEJORADO (EOR): EFECTO DEL TIPO DE CQD Y CONTENIDO
DE IONES EN SALMUERA” [26].

1.6 Estructura del documento

El documento cuenta con cinco (5) capitulos aparte de la introduccion y las referencias. En
el capitulo dos (2) se presenta el marco teorico de referencia relacionado con procesos de
EOR con polimeros, la inclusién de trazadores y modelos de aprendizaje de maquinas
utilizados en este trabajo. La revision sistematica de literatura se presenta en el capitulo
tres (3) mostrando el estado actual de los avances tecnoldgicos en materia de inclusion de
CQDs en soluciones poliméricas a base de HPAM y la implementacion de modelos de
aprendizaje de maquinas para la prediccién de viscosidad. En el capitulo cuatro (4) se
desarrollan las técnicas experimentales para ejecutar el trabajo de investigacion, el analisis
descriptivo del conjunto de datos, los modelos y métricas de error implementadas. El
capitulo cinco (5) expone los resultados obtenidos para finalmente presentar las
conclusiones y trabajos futuros en el capitulo seis (6).
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2.Marco teorico de referencia

En este capitulo se expone el marco tedrico de referencia asociado a los mecanismos de
interaccion entre los CQDs y soluciones poliméricas integrando parametros como la
salinidad, temperatura, tiempo de afejamiento y tasa de corte. La descripcidon
fenomenoldgica de este sistema pretende fundamentar los mecanismos representados a
través de los datos manteniendo la relacién fisica entre los resultados de los modelos de
aprendizaje de maquinas. Después, se expone brevemente el funcionamiento interno de
los modelos de aprendizaje de maquinas seleccionados implementados en este trabajo.

2.1 Fendmenos asociados a la viscosidad de nanofluidos
poliméricos y la inclusion de CQDs para recobro
mejorado con polimeros

En las aplicaciones generales de EOR con polimeros sobresale la implementacion de la
poliacrilamida parcialmente hidrolizada [10] (HPAM por sus siglas en inglés) por su bajo
costo [13] y capacidades viscosificantes del fluido desplazante, sin embargo, es
particularmente sensible a hidrolisis a alta temperatura, estrés mecanico y presencia de
iones [12]. Algunos autores como Gallego et al [27] estudiaron el efecto de la presencia de
iones y el grado de hidrolisis con la temperatura cuando se presenta un escenario de iones
monovalentes, divalentes y mezcla compleja mostrando que, las cadenas aniénicas del
HPAM presentan una alta afinidad por los iones divalentes interrumpiendo las cadenas
poliméricas al unirse al extremo de la cadena donde se presenta la carga negativa [11, 27].
Cuando los iones divalentes entran en contacto con las cadenas poliméricas se cataliza el
proceso de hidrolisis del HPAM como se presenta en la Figura 2-1 [28] reduciendo la
estabilidad y propiedades mecanicas de la soluciéon e incrementando la cantidad de
polimero adsorbido por el medio poroso [29]. Si bien las salmueras de formacién presentan
combinaciones de iones muy variadas [30] resulta importante evaluar el efecto del tipo de
ion y a cantidad presente en solucion [11, 12, 27].
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Figura 2-1. Mecanismo de interaccion entre los iones divalentes y el HPAM. Adaptado de
[31]

Adicional a la presencia y tipo de iones, la temperatura de prueba y afiejamiento resulta
importante para establecer el grado de hidrolisis del polimero a condiciones relevantes del
yacimiento y asi la viscosidad del polimero a diferentes regimenes de flujo, de hecho, el
HPAM comienza a hidrolizarse desde los 25°C presentando un amplio rango de
temperaturas que afectan las propiedades mecanicas del fluido [11]. Para mejorar la
resistencia térmica se han implementado nanoparticulas como agente estabilizante
reduciendo la cantidad de polimero adsorbido por el medio poroso irrumpiendo en las
cadenas poliméricas en zonas donde la interaccion con los iones puede facilitarse [32]

Dentro de los procesos de recuperacion de petréleo la inyeccién de trazadores es un
mecanismo importante para monitorear el yacimiento, profundizar la caracterizacién del
medio poroso, saturaciones, patrones de flujo e interconexion [33]. Los trazadores pueden
ser clasificados segun su funcionamiento (pasivos o activos) o caracteristicas
fisicoquimicas (radioactivos, sélidos, gaseosos o liquidos) [34]. Los trazadores activos o
de particion son conocidos por tener interacciones con el medio poroso y los fluidos del
yacimiento, tardan mas tiempo en presentar ruptura en el pozo de producciéon y son
herramientas de alta importancia para determinar la saturacion de aceite en el medio
poroso posterior o durante procesos de recobro secundario o terciario [33-35]. Por otro
lado, los trazadores pasivos buscan establecer los patrones de flujo en el medio poroso
para determinar tiempos de ruptura y zonas de contacto previo durante o posterior a la
implementacién de técnicas de recobro para vigilar el flujo en el yacimiento sin migracion
entre las fases o el medio poroso donde tipicamente se inyectan en la salmuera [33, 34].

En procesos de EOR con polimeros la inyeccion de trazadores resulta clave para hacer
seguimiento de la técnica y el barrido del polimero en el yacimiento. Los trazadores se
inyectan para obtener informacion de la direccion, grado de retencion y dilucion del
polimero [8]. En aplicaciones reales, los trazadores se inyectan como un pulso antes y
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después de la inyeccién del polimero o bajo inyeccidn continua por lo que es necesaria la
implementacién de trazadores pasivos que minimicen la interaccion trazador-polimero
manteniendo las propiedades técnicas necesarias para un proceso de recobro y trazado
bajo los diferentes esquemas implementados [8].

Como alternativa novedosa surgen los puntos cuanticos de carbono (CQDs) por ser
amigables con el medio ambiente, de bajo costo y efectivos como trazadores pasivos de
la salmuera de inyeccion en el medio poroso [9]. Los puntos cuanticos de carbono son
materiales carbonosos de tamafio nanométrico, alta biocompatibilidad y propiedades de
fluorescencia 6ptimas para su implementaciéon como trazadores de fluidos en el yacimiento
[9, 36, 37] aprovechando el efecto cuantico del nanomaterial carbonoso como se muestra
en la Figura 2-2 [38]. Los estudios realizados previamente donde se despliegan los CQDs
en aplicaciones relevantes y pilotos de inyeccidon muestran que este tipo de materiales no
afectan las propiedades del yacimiento y los fluidos, manteniendo sus propiedades opticas
[9, 36]. Si bien el entendimiento del fendbmeno CQDs-Polimero apenas comienza a ser
expuesto por algunos autores, no se presenta un consenso claro sobre sus efectos en las
cadenas poliméricas y las propiedades de flujo [14].
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Figura 2-2. Efecto cuantico de las nanoparticulas. Adaptado de Johan Jarnestad/Real
Academia Sueca de Ciencias [38]

Dada su relevancia, los CQDs se muestran como una estrategia de alto valor para trazar
los fluidos del yacimiento, sin embargo, es necesario establecer los impactos de su adicion
paralela en otras técnicas de recobro mejorado como polimeros, surfactantes y espumas
[15, 39, 40]. La complejidad de las relaciones entre las variables permitid enfocar este
estudio fijando la temperatura, concentracion de CQDs, polimero y tipo de iones en la
solucion manteniendo como variables el tipo de CQD, orden de adicion, tiempo de
afiejamiento, tasa de corte y salinidad para predecir la viscosidad de los nanofluidos
poliméricos utilizando modelos de aprendizaje de maquinas.
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2.2 Modelos de aprendizaje de maquinas seleccionados
para la prediccion de viscosidad de nanofluidos
poliméricos

Considerando la naturaleza continua de la variable independiente (viscosidad) es
necesario implementar modelos de aprendizaje de maquinas supervisados,
especificamente, modelos de regresion. El aprendizaje de maquinas supervisado es una
técnica que permite predecir la variable objetivo a partir de variables independientes
también conocidas como variables explicativas, en este caso, las variables independientes
del conjunto de datos corresponden a la salinidad, tiempo de afiejamiento, tasa de corte,
tipo de CQD y orden de adicién a la solucién polimérica cuyo objetivo de prediccion es la
viscosidad del nanofluido. Los modelos de aprendizaje de maquinas supervisados pueden
dividirse en modelos de clasificacién cuando se busca categorizar los datos 0 modelos de
regresion cuando se busca la prediccion de un valor continuo en funcion de las variables
como se presenta en la Figura 2-3.
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Figura 2-3. Representacion gréafica de los modelos de aprendizaje supervisado

Fueron seleccionados los modelos de regresion lineal, maquinas de soporte vectorial,
arboles de decision y bosques aleatorios por su relevancia y aplicacion exhibida en el
capitulo 3. Si bien las redes neuronales corresponden a un modelo ampliamente utilizado,
se pretende limitar la aplicacion modelos de aprendizaje no profundos que no requieran de
altos volumenes de datos [41].
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2.2.1 Regresioén lineal

El modelo de regresion busca hallar dependencias entre las variables explicativas y la
variable independiente utilizando funciones lineales. Para el escenario de multiples
variables explicativas se espera generar combinaciones lineales de los parametros que
permitan relacionar directamente cada parametro como se presenta en la Ecuacion 2-1.

Ecuacién 2-1
Y= &t E1X1 + EXy . HERX,

Donde ¢ representa los coeficientes, x |la variable explicativa y n el nUmero de variables
explicativas presentes en la regresion lineal. Si bien las regresiones lineales presentan un
buen desempefio para algunos escenarios, es un modelo sensible a conjuntos altamente
desbalanceados y distribuciones no normales [42].

2.2.2 Maquinas de soporte vectorial

Las maquinas de soporte vectorial surgen en los 90 como un desarrollo resultante de los
avances en la teoria de aprendizaje estadistico de Vapnik [43, 44]. Bajo esta teoria, un de
aprendizaje estadistico recibe observaciones de un sistema y entrega como salida una
funcién que permite predecir valores futuros integrando dentro del modelo la capacidad de
generalizacion a través de patrones regulares identificados del conjunto de datos con la
habilidad para generalizar provenientes de patrones propios de los datos. [45].

La idea fundamental detras de las maquinas de soporte vectorial se resume en incorporar
los datos en un espacio de alta dimensionalidad donde es posible computar calculos
algebraicos para construir un hiperplano, maximizando los margenes de separacion y
manteniendo la distancia de los puntos de entrenamiento con el hiperplano al minimo [45].
La funcién de decisién implementada por las maquinas de soporte vectorial se presenta
en la Ecuacién 2-2.

Ecuacion 2-2
n
£G) = sign()_ apyik(x,x) +b)
i

Donde x;,y;, k son puntos de entrenamiento, las respectivas etiquetas y la funcion del
kernel respectivamente con x como punto de evaluacion arbitrario [45].

2.2.3 Arboles de decision

Los arboles de decisidon son modelos de aprendizaje de maquinas que generan reglas de
decision bajo estructuras similares a arboles generando nodos, ramas y particiones a partir
de la distribucién de los datos integrando criterios de parada o “podado” de los arboles que
reducen la complejidad de la estructura interna [46]. EI modelo genera regiones donde los
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valores pueden distribuirse en funcién de los predictores de tal manera que se logre reducir
la sumatoria de los cuadrados residuales descrito por la Ecuacion 2-3 [47].

Ecuacion 2-3

J

RSS= > ) (= 9,

j=11eR

Los arboles de decisidon pueden ser estructuras de alta complejidad y robustez, sin
embargo, bajo criterios de parada se minimiza la complejidad del modelo entrenado
minimizando el sobre entrenamiento y disminuye la capacidad de generalizacion [46, 47].

2.2.4 Bosques aleatorios

Bosques aleatorios es un modelo de ensamble propuesto por Breiman [48] que funciona
construyendo arboles de manera aleatoria y con particiones del conjunto de datos para
generar inicialmente, una prediccion basada en arboles de decision garantizando
independencia entre los arboles y una baja correlacién mutua [49]. Esta condicion permite
encontrar las caracteristicas mas importantes mientras se expanden los arboles
incrementando la capacidad de generalizacion.

El modelo de bosques aleatorios combina secuencialmente modelos de remuestreo
(bootstrapping), adicién y combinacion respectivamente [50]. En la primera etapa se
generan particiones del conjunto de datos para mantener la independencia de cada arbol
con las predicciones individuales. Posteriormente, se calculan los valores a partir de los
conjuntos para promediar los valores resultantes en una prediccion final. Dada las
particiones aleatorias iniciales este meétodo de aprendizaje de maquinas es eficaz
disminuyendo el sobre entrenamiento y genera predicciones precisas incluso para
conjuntos de datos con una alta cantidad de valores faltantes [49, 50].
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3.Revision sistematica de literatura

3.1 Introduccion

La revision sistematica de literatura fue llevada a cabo para establecer los avances y
nuevas perspectivas enfocadas a la prediccion de viscosidad de nanofluidos poliméricos
en presencia de CQDs y diferentes parametros fisicoquimicos de los nanofluidos. En este
apartado se presentan los resultados de la revision realizada en Scopus diferenciando la
metodologia de busqueda, los resultados iniciales de la busqueda y el desglose de los
desarrollos relacionados con los temas abordados en este trabajo.

3.2 Metodologia

Para el levantamiento de informacion relacionada con nanofluidos poliméricos, CQDs y
machine learning fue utilizada la base de datos Scopus como principal fuente bibliografica.
Scopus es una base de datos multidisciplinaria de alto valor en el sector académico con
herramientas de analitica de alta precisién. La base de datos permite realizar busquedas
utilizando operadores logicos para establecer relaciones entre diferentes temas
enriqueciendo asi los resultados dentro de un trabajo multidisciplinario. En este caso, el
uso de esta herramienta de analitica bibliografica permite encontrar desarrollos en el area
del recobro mejorado de hidrocarburos y el aprendizaje de maquinas con nanofluidos
poliméricos.

Teniendo en cuenta el problema planteado se pueden establecer dos preguntas de
investigacion definidas como:

1. ¢Cuales son los efectos de los parametros fisicoquimicos en la conformacion de
nanofluidos poliméricos a base de HPAM y CQDs?

2. ¢Cuales modelos de aprendizaje de maquinas se han implementado para predecir
las propiedades de flujo de nanofluidos poliméricos y bajo que métricas fueron
valorados?

Bajo estas preguntas de investigacion, la revision sistematica de literatura fue llevada a
cabo en dos (2) apartados principales:

o A1: Revision de avances tecnologicos de nanofluidos poliméricos con CQDs para
recobro mejorado basados en HPAM.

o A2: Implementacion de modelos de aprendizaje de maquinas para la prediccién de
propiedades fisicas de soluciones poliméricas

Cada apartado fue desarrollado a través de ecuaciones de busqueda manteniendo los
periodos entre los anos 2019 y 2025 para mantener el desarrollo de este trabajo dentro de
los avances actuales. Posterior al levantamiento de informacién inicial, cada documento
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fue revisado para establecer si representa alguna relevancia para la investigacion o
procede a ser descartado para la revision.

3.3 Resultados y discusion

La revision sistematica de literatura permitio identificar 45 articulos relevantes enfocados
en las dos (2) areas principales. En la Tabla 3-1 se presentan las ecuaciones de busqueda
utilizadas para establecer los desarrollos recientes en EOR con nanofluidos poliméricos y
aprendizaje de maquinas. Para cada apartado se presenta el respectivo grafico de barras
con la cantidad de articulos publicados por afio, mostrando la tendencia de desarrollo del
conocimiento alrededor de estos temas.

Tabla 3-1. Resultados de la revision sistematica de literatura

Apartado Ecuacion de busqueda Cantidad de Articulos
principal articulos seleccionados
TITLE-ABS-KEY ( {polymer flooding} AND {enhanced oil
recovery} AND {HPAM}) AND PUBYEAR > 2018 AND PUBYEA
R < 2025 AND (LIMIT-TO (EXACTKEYWORD, "Enhanced Oil
Recovery") OR LIMIT-TO (EXACTKEYWORD , "Polymer
A1 Flooding") OR LIMIT-TO ( EXACTKEYWORD , "Oil Well 113 20
Flooding") OR LIMIT-TO ( EXACTKEYWORD , "Enhanced
Recovery") OR LIMIT-
TO (EXACTKEYWORD, "Floods")) AND ( LIMIT-
TO ( LANGUAGE , "English"))

TITLE-ABS-KEY ({machine learning} AND {HPAM} AND {viscosity})
AND PUBYEAR > 2018 AND PUBYEAR < 2025 4 4

TITLE-ABS-KEY ({machine learning} AND {polymer flooding}) AND 14 5
PUBYEAR > 2018 AND PUBYEAR < 2025
A2 TITLE-ABS-KEY ( {machine learning} AND {enhanced oil
recovery} AND {polymer} ) AND PUBYEAR > 2018 AND PUBYE
AR < 2025 AND (LIMIT-TO (EXACTKEYWORD, "Enhanced
Recovery") OR LIMIT- 12 9
TO (EXACTKEYWORD , "Viscosity" ) OR LIMIT-
TO (EXACTKEYWORD , "Machine Learning")) AND ( LIMIT-
TO (LANGUAGE , "English"))

Por otro lado, con las ecuaciones de busqueda utilizadas se establecio la cantidad de
articulos publicados por afio desde el 2019. Los resultados se presentan en la Figura 3-1
donde la cantidad de articulos sobre avances relacionados con recobro mejorado con
polimeros se mantienen por encima de los quince (15) articulos por afio con un promedio
de publicacion anual de diecinueve (19) articulos. Por otro lado, en el area de aprendizaje
de maquinas aplicado al EOR vy la inyeccion de polimeros se puede evidenciar una
proporcion menor en cuanto a la cantidad de articulos y estudios encontrados en la base
de datos scopus. Referente al apartado dos (2), en el 2023 se report6 la cantidad maxima
de articulos publicados con once (11) articulos, sin embargo, el promedio general de
articulos para este apartado es cercano a cinco (5) articulos por afio presentando un afio
sin publicaciones en el tema (2020).
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Figura 3-1. Publicacion de articulos por ano para cada apartado.

Con los articulos seleccionados se desarrollaron las siguientes secciones identificando los
requerimientos para evaluar los parametros fisicoquimicos en la conformacién de
nanofluidos poliméricos y la prediccién de viscosidad utilizando modelos de aprendizaje de
maquinas.

3.3.1 Efectos de los parametros fisicoquimicos en Ia
conformacion de nanofluidos poliméricos y la inclusiéon de
CQDs

La implementacién de polimeros para EOR es, entre las técnicas de recobro quimico, una
estrategia eficiente, probada y masificada alrededor del mundo [7, 11, 51]. Los resultados
de la revision sistematica muestran un interés general por biopolimeros en procesos de
recobro mejorado, mecanismos de interaccién y potencialidades frente a alternativas
tipicas [11], sin embargo, los polimeros sintéticos como el HPAM representan hoy en dia
una alternativa fiable, econémica y probada ampliamente [13, 51].

La presencia de iones en la solucion polimérica es un factor clave en el entendimiento de
las propiedades fisicoquimicas del fluido armado. Las cadenas poliméricas del HPAM
muestran una alta afinidad por iones divalentes por encima de las interacciones en
presencia de iones monovalentes. Gallego et al [27] estudiaron el efecto de nanoparticulas
de silice funcionalizadas con aminas en soluciones poliméricas de diferentes
composiciones de iones monovalentes (NaCl), divalentes (CaCl,-2H20) y una mezcla en
relacion 5:1 NaCl:CaCl,-2H,0O discretizando la perdida de viscosidad en funcion de la
concentracion de polimero y nanoparticulas. Para este estudio se presentaron perdidas de
viscosidad del polimero de 35, 70 y 73% para las salmueras monovalentes, divalentes y
mezcla de iones respectivamente a los 7 dias de seguimiento. Los autores ademas
mostraron que, cuando se adicionan nanoparticula con capacidad de adsorcion de
cationes la perdida de viscosidad puede verse reducida hasta 15, 50 y 0%
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respectivamente. El efecto de las especies idnicas en soluciones poliméricas se conoce
ampliamente, multiples autores establecen que, adicional al tipo de ion presente en la
salmuera, es necesario cuantificar la cantidad total dispersa en la solucion polimérica [10,
11, 32, 52]. Salem et al [32] probaron el efecto de la cantidad de iones en la viscosidad
mostrando que para cualquier escenario de valoracion los incrementos en la salinidad
reducen significativamente la viscosidad del polimero conformado.

Otro factor importante para evaluar los mecanismos de degradacién de las soluciones
poliméricas es la temperatura. Dentro de los estudios seleccionados como relevantes para
este trabajo se establece un rango de temperatura fijo o variable que permite diferenciar
los efectos de la temperatura y los mecanismos favorecidos cuando se incrementa la
temperatura. Choi et al [53] explican que el proceso de hidrolisis se da por una distorsiéon
y compresion de las cadenas poliméricas agravado por la presencia de iones divalentes
que cierran las cadenas poliméricas por las zona de radicales libres del HPAM [53]. Si bien
las variaciones de temperatura constituyen un mecanismo de degradacion térmica esta
favorece los procesos de degradacion quimica producida por los radicales libres y los iones
presentes en la solucion [53].

Dugstad et al [8] muestran una breve revisién de la implementacién de trazadores en
proyectos de recobro mejorado. Para el apartado de recobro con polimeros exponen la
importancia de los trazadores para establecer la direccién del polimero y en algunos casos
el grado de retencion en la roca. La inyeccion de trazadores para procesos de recobro con
polimero puede darse como coinyeccidon continua o inyecciones alternadas dependiendo
de las facilidades presentes en el campo. Si bien los trazadores utilizados en este proceso
son pasivos en su mayoria, es necesario comprender los mecanismos de interaccion entre
los trazadores y el polimero inyectado para ajustar parametros que permitan mantener los
niveles de produccion dentro de los volumenes necesarios [8].

Algunos avances enfocan los CQDs como materiales carbonosos con una alta afinidad por
el HPAM. Yao et al [14] desarrollaron simulaciones moleculares con el fin de establecer el
mecanismos fenomenologicos detras de la reduccion de viscosidad de soluciones
poliméricas en presencia de CQDs. Las cadenas poliméricas del HPAM tienden a ser
adsorbidas en la superficie del CQD cerrando las cadenas poliméricas de punto a punto
sobre el CQD interrumpiendo la red polimérica. Esta interaccién reduce el radio de giro de
la molécula de HPAM impidiendo los procesos de hidratacién del polimero y se asocia
principalmente a los grupos amida presentes en la cadena polimérica mas que a los grupos
funcionales cargados [14]. Haruna et al [15] comprobaron a través de técnicas reolégicas,
térmicas y espectroscoépicas el impacto de los CQDs en composites de HPAM encontrando
una disminucion en la viscosidad, mayor sensibilidad a la degradacion térmica y la
generacion de grupos funcionales que facilitan la formacion de cadenas cerradas alrededor
del CQD [15]. Si bien las investigaciones tienden a apuntar que los CQDs reducen la
viscosidad de soluciones poliméricas, Zhao et al [16] probaron puntos cuanticos de silicio
sulfonados (S-SiQDs) soluciones poliméricas en presencia de iones monovalentes
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mostrando que ademas de incrementar la viscosidad un 38% sobre el valor base con un
recobro de aceite del 28.3% superior al 17.2% alcanzado cuando se evalua la solucién
polimérica sin S-SiQDs [16]. Estas diferencias presentan una oportunidad para establecer
claramente el efecto de los CQDs, su origen e impacto en las propiedades de flujo de las
soluciones poliméricas.

Esta revision sistematica permite establecer las variables relevantes para las valoraciones
de los polimeros para EOR en presencia de CQDs. Las variables utilizadas para llevar a
cabo este estudio son la salinidad, tiempo de afejamiento del nanofluido, tasa de corte,
tipo de CQD y orden de adicion siendo este ultimo importante para conocer los cambios
de viscosidad bajo diferentes esquemas de inyeccion. Con la viscosidad y las variables
seleccionadas se implementaran modelos de aprendizaje de maquinas que permitan
predecir la viscosidad de los nanofluidos poliméricos.

3.3.2 Implementacion de modelos de aprendizaje de maquinas
para la prediccion de propiedades fisicas de soluciones
poliméricas

Los modelos de aprendizaje de maquinas se presentan como una estrategia eficiente y
precisa para la prediccion de viscosidad de soluciones poliméricas. Algunos autores
destacan una oportunidad para integrar los parametros fisicoquimicos de las soluciones
poliméricas a la base de prediccién incrementando la capacidad de generalizacion del
modelo reduciendo los costos de evaluacion experimental y los tiempos de implementacion
de las estrategias de recobro mejorado. Este mejoramiento permitiria extender los
resultados experimentales a escenarios de implementacion reales basados en parametros
de alta relevancia como la salinidad, concentracion y temperatura entre otros parametros.

Los desarrollos e implementaciones para los procesos de recobro con polimeros se dividen
en dos categorias importantes: la prediccion de viscosidad a partir de parametros
fisicoquimicos y la aplicacion de modelos reoldgicos asistidos con modelos de aprendizaje
de maquinas. Para cada caso es necesario generar un conjunto de datos representativo
del comportamiento del polimero, sin embargo, los parametros incluidos dentro del
conjunto de datos dependen netamente de la capacidad experimental o enfoques
abordados.

El efecto de los parametros fisicoquimicos en las propiedades de flujo de las soluciones
poliméricas es conocido ampliamente a nivel técnico y experimental, de hecho, se sabe
que la relacion entre los parametros tiende a alejarse del comportamiento lineal [22, 23,
54] dificultando las tareas de prediccion y modelamiento. Shakeel et al [23] implementaron
modelos de regresién lineal multiple, maquinas de soporte vectorial, arboles de decisién y
redes neuronales para tres (3) polimeros diferentes variando la concentracion de polimero,
tasa de corte y temperatura de evaluacién. Los resultados demostraron que los modelos
de regresién lineal y maquinas de soporte vectorial no se ajustan a los datos contrario al
desempeno exhibido por los modelos de arboles de decision y redes neuronales evaluados
utilizando las métricas RMSE y MAPE. El estudio permitié identificar, adicionalmente, que
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para variaciones en el polimero las métricas de desempefio difieren considerablemente
cuando se compara el mismo modelo, por ejemplo, para el modelo de arboles de decision
y los polimeros SAV-10 y DPTLB-2070 se presenta un RMSE aproximado de 30 y 130
respectivamente [23].

Maillon et al [22] probaron modelos de aprendizaje de maquinas para predecir la viscosidad
de diferentes polimeros fabricados por la compania SNF, en Francia. El conjunto de datos
fue conformado por 74329 mediciones experimentales propias de la compafia con una
amplia variedad de parametros fisicoquimicos del polimero y las condiciones de armado
como la salinidad, concentracion del componente activo, temperatura entre otros.
Inicialmente se demostré que la viscosidad del polimero presenta una fuerte correlacion
con la concentracion, el peso molecular, los solidos disueltos, la naturaleza quimica del
polimero y la tasa de corte de medicion. Los autores implementaron arboles de decision
obteniendo métricas de desempenfio para entrenamiento y evaluacién de 99.7 y 89.6% para
R? y un MAPE de 3.8 y 35.8% respectivamente. Los autores concluyen que a pesar de
este desempefio el modelo tiende a sobreajustar reduciendo su capacidad de
generalizacion ante nuevas condiciones de evaluacion resaltando la necesidad de incluir
nuevas variables de entrada, la sintonizacién de hiperparametros y mejorar la calidad de
los datos.

Algunos de los avances en este apartado se orientan hacia el relacionamiento
fenomenoldgico de la composicion de la salmuera en la prediccién de viscosidad. Por
ejemplo, Shaik et al [55] implementaron el modelo XGboost para predecir la viscosidad de
soluciones poliméricas en funcion de tasa de corte, concentracion de polimero,
temperatura, salinidad y concentracion de iones en la solucién obteniendo para
entrenamiento y evaluacién un MAE de 0.027 y 0.031 respectivamente. Lashari et al [21]
incluyeron el efecto de composites de HPAM con oxido de grafeno y SiO- al conjunto de
datos generando asi predicciones a partir de la concentracion de sales y nanoparticulas,
temperatura y tasa de corte integradas a once (11) modelos de aprendizaje de maquinas
desde regresiones lineales y polinomiales hasta bosques aleatorios y XGboost siendo este
ultimo el del mejor desempeno con 0.22, 0.3 y 0.21 para las métricas MAE, RMSE vy el
criterio de informacion de Akaike.

La viscosidad representa el parametro principal para los procesos de recobro mejorado
con polimero enfocado al incremento de la eficiencia de barrido. La complejidad de la
viscosidad de las soluciones poliméricas radica en su dependencia a diferentes parametros
fisicoquimicos, por ejemplo, para la misma solucion se pueden presentar diferentes perfiles
reologicos dependiendo del flujo a través del medio poroso, fracturas en el yacimiento, los
perforados o inclusive en las tuberias de inyeccién [13]. Mantener la viscosidad dentro de
los valores fijados para el proyecto de recobro es clave para garantizar los efectos de
desplazamiento en el medio poroso y mantener los costos de implementacion dentro de
los rangos preestablecidos.
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Karpan et al [20] desarrollaron mediciones virtuales de viscosidad utilizando modelos de
aprendizaje de maquinas para predecir la viscosidad de polimeros para recobro mejorado
en tiempo real utilizando regresion lineal, de segundo orden y bosques aleatorios. Los
modelos tienen como objetivo predecir la viscosidad del polimero en funcién de parametros
como la presién en cabeza de pozo y la tasa de inyeccion al yacimiento utilizando como
variable de entrenamiento mediciones de viscosidad obtenidas a partir de viscosimetros
de linea. Las métricas de desempeno resultantes se presentan en la Tabla 3-2 donde se
puede evidenciar que el mejor desempeno corresponde al modelo de arboles aleatorios
con un MAE y MSE de 0.22 y 0.18 respectivamente. Este modelo fue probado
posteriormente con informacién de inyeccion de un campo diferente demostrando un claro
ajuste inclusive cuando no se registraron datos experimentales o de los viscosimetros de
linea. Los autores concluyen que a pesar del buen desempefio de los modelos la inclusion
de parametros fisicoquimicos y el incremento del tamafo del conjunto de datos tendria un
efecto positivo en la calidad de la prediccion.

Tabla 3-2. Métricas de desempefio para prediccion virtual de viscosidad. Tomado de [20],
adaptado por el autor

Modelo MAE MSE
Regresion lineal 0.68 0.78
Regresion polinomial 0.45 0.44
Bosques aleatorios 0.22 0.18

La implementacion de modelos de aprendizaje de maquinas para mejorar la precisién de
modelos de ajuste fenomenoldgico es un area ampliamente desarrollada. El concepto
principal detras de esta estrategia consiste en utilizar grandes conjuntos de datos para
entrenar modelos y predecir los parametros fisicos a partir de mediciones rapidas, por
ejemplo, viscosimetros de campo. Los modelos de prediccion permiten acelerar los
calculos y reducir el costo computacional de simulaciones de base [56-61] , propiedades
fisicas [62-65] y procesamiento de imagenes [66] para el modelamiento de procesos en el
medio poroso entre otras aplicaciones.

Para los modelos reoldgicos asistidos por inteligencia artificial representan una alternativa
de alto valor para predecir el comportamiento de flujo ante diferentes escenarios de
inyeccion. Dentro de los modelos relevantes se presenta el modelo Carreau-Yasuda
utilizado especialmente para correlacionar la viscosidad de los fluidos poliméricos y
establecer el comportamiento de flujo. EI modelo Carreau-Yasuda se compone de
parametros que permiten describir el perfil reoldgico completo a partir de evaluaciones
experimentales de baja complejidad mostrando una alta precision cuando se extienden los
resultados a otros rangos de tasa de corte [59]. A pesar de su relevancia, la
implementacién del modelo se ha limitado a la prediccion de viscosidad mientras que el
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entendimiento de los parametros que componen la prediccién se mantiene fuera de los
analisis profundos del fluido [60].

Pérez et al [18] implementaron algoritmos genéticos destacando esta alternativa sobre las
redes neuronales debido a conexiones mas simples mejorando asi el entendimiento de la
prediccion de los modelos. En este estudio se implementaron arboles de decision para
predecir los coeficientes del modelo Carreau-Yasuda a partir de un conjunto de datos
previamente establecido que contiene el tipo de polimero, peso molecular, concentracion
y los coeficientes del ajuste. La implementacion de los arboles de decisién permitié predecir
la viscosidad a tasa de corte nula, tiempo de relajacion del polimero y el indice de potencia
con un valor de R? > 0.947 para un rango de temperatura y concentracion fija. Los autores
desarrollaron una metodologia eficiente de bajo costo para predecir el comportamiento
reologico completo de soluciones poliméricas utilizando mediciones sencillas provenientes
de un viscosimetro brookfield [18].

Zeynalli et al [19] implementaron aprendizaje de maquinas para extender el modelo
viscoelastico extendido unificado. El modelo permite predecir la degradacién mecanica
cerca de la zona de inyeccion del pozo donde se presentan altas tasas de corte a partir de
propiedades de la roca y polimero implementando modelos de regresion simbdlica. Para
evaluar el desempenfo, el modelo fue agregado en el software de simulacién de yacimiento
Matlab Simulation Toolbox (MRST). El modelo asistido por machine learning permite
identificar los cuatro (4) regimenes de flujo durante el proceso de inyeccién, reduciendo la
sobreestimacion de aceite recuperado comparado con el modelo de referencia y Carreau-
Yasuda con datos experimentales limitados.

A pesar de contar con resultados prometedores, los modelos asistidos por aprendizaje de
maquinas cuentan con algunas desventajas. Por ejemplo, [17] compararon un modelo
empirico desarrollado, el modelo Carreau-Yasuda y 9 métodos de machine learning desde
regresiones lineales hasta bosques aleatorios y redes neuronales. El resultado demostro
que, para las condiciones evaluadas, el modelo empirico presenta un mejor desempefio
para estimar la viscosidad a tasa de corte nula mientras que los modelos de aprendizaje
de maquinas predicen el indice de potencia y tiempo de relajacion con tendencia a
sobreajustar. Este acercamiento permitido identificar que, para conjuntos de datos
pequenos, la tendencia al sobreajuste de los métodos es marcado y reduce la capacidad
de generalizacién de los modelos ante variaciones en los parametros fisicoquimicos.

En la Tabla 3-3 se presentan los resultados generales de la revision sistematica de
literatura enfocada a la evaluacion de modelos de aprendizaje de maquinas para la
prediccion de propiedades y prediccion asistida del comportamiento reoldgico de
polimeros. La revisibn muestra que los modelos con mayor potencial de aplicacion
corresponden a las maquinas de soporte vectorial, arboles de decisién, bosques aleatorios
y redes neuronales. Las regresiones lineales se implementan ampliamente como punto de
comparacion con los modelos complejos.
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Tabla 3-3. Conclusiones de la revision sistematica de literatura para la implementacién de
modelos de aprendizaje de maquinas en la prediccion de propiedades de nanofluidos

poliméricos

Estudio Objetivos Modelos Métricas de
implementados evaluacién
Prediccion de
viscosidad con Arboles de decisién R?
[22] parametros Bosques aleatorios Valores de
fisicoquimicos referencia
Prediccion de Regresion lineal
[23] viscosidad con Maquinas de soporte vectorial RMSE
parametros Arboles de decisién MAPE
fisicoquimicos Redes neuronales
Prediccion de
[55] viscosidad con XGboost MAE
parametros
fisicoquimicos
RL-Lasso
RL-Ridge MAE
Prediccion de Maquinas de soporte vectorial RMSE
[21] viscosidad con Arboles de decisién Criterio de
parametros Bosques aleatorios informacion
fisicoquimicos Regresion de arboles extra de Akaike
Gradient boosting
XGboost
Prediccion de RP
[20] viscosidad con RL MAE
parametros de Bosques aleatorios RMSE
inyeccion
[18] Modelos asistidos Algoritmos genéticos RMSE
Comparacion
[19] Modelos asistidos Regresion simbdlica con valores

[17]

Modelos asistidos

RP

RL-Huber

RP-Huber

RL-Ridge

Maquinas de Soporte Vectorial

Arboles de Decision
Bosques aleatorios
Redes Neuronales

de referencia

RMSE
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4.Metodologia para Ila prediccion de
viscosidad de nanofluidos poliméricos
utilizando modelos de aprendizaje de
maquinas

En este capitulo se exponen los materiales y métodos utilizados para desarrollar y evaluar
los modelos de aprendizaje de maquinas para la predicciéon de viscosidad de nanofluidos
poliméricos. La primera seccion experimental presenta los materiales, equipos y técnicas
instrumentales para conformar, caracterizar y evaluar los componentes de los nanofluidos
poliméricos. Posterior a esta seccion se aborda la metodologia para conformacion del
conjunto de datos con su respectivo preprocesamiento y analisis descriptivo para
finalmente abordar los diferentes modelos de aprendizaje de maquinas previamente
seleccionados y evaluados con métricas identificadas en la revision sistematica de
literatura.

4.1 Metodologia experimental para la caracterizacién y
medicion de viscosidad de nanofluidos poliméricos

Considerando la relevancia técnica del HPAM para procesos de recobro este fue utilizado
para el desarrollo de las pruebas estaticas y la conformacion del conjunto de datos. Como
base de comparacion para los procesos de trazado de fluidos en el yacimiento fueron
comparados dos CQD comerciales etiquetados como CQDred y CQDgreen por sus colores
caracteristicos de fluorescencia suministrados localmente. Adicionalmente, fue sintetizado
un tipo de CQDblue a través de sintesis hidrotermal utilizando la ruta de sintesis expuesta
previamente por [36].

Para establecer la naturaleza quimica de los materiales se realizaron medidas de
espectroscopia infrarroja por transformada de Fourier (FTIR) con un espectrofotémetro
IRAffinity 1-2 (Shimadzu Corporation, Japon) acompafiado de mediciones de tamafio de
particula y potencial Z utilizando un nanoplus-3 (Micrometrics, USA) para los CQDs.

Para incluir los efectos de salinidad en los nanofluidos poliméricos fueron preparadas
soluciones de 0, 1000, 3000 y 5000 mg-L"' utilizando una formulacion estudiada
previamente por [27] para fijar la condicién de degradacién termoquimica del HPAM. Para
la preparacion de cada salmuera se utilizé una relacion 5:1 de NaCl:CaClz-2H20 para llevar
a agitacion durante 2 horas garantizando disolucién total de cada componente en la fase
acuosa. Para establecer el efecto del orden de adicion en la conformacion del nanofluido
polimérico fue comparada la adicion inicial de CQDs seguido de la adicién del polimero
mientras que, para el escenario contrario, el polimero fue conformado inicialmente para
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finalizar con la adiciéon del CQD una vez el polimero se encuentra conformado. Algunos
estudios previos concluyen que la aplicacion del HPAM se limita a cierta dureza presente
en la salmuera en funcion de la temperatura, por ejemplo, para 75°C se recomiendan
salmueras con dureza inferior a 2000 mg-L™"' [67]. En la Figura 4-1 se presentan las
concentraciones de iones utilizadas para cada valor de salinidad evaluado mostrando
concentraciones maximas de 1639, 266 y 3060 mg-L™" para los iones de Na*, Ca?* y CI
respectivamente.

1000 mg L-1  =3000 mg L-1  =5000 mg L-1
10000

3060
1639 1836

983
1000 612

328 266
181

100 60

10

Cocnentracion de iones [mg L-1]

Na + Ca 2+ Cl-

Figura 4-1. Concentracion de iones en las salmueras implementadas

Cada solucion polimérica fue armada en 100 mL de salmuera a una concentracion fija de
2000y 100 mg-L™" para el HPAM y CQDs respectivamente establecidos previamente como
parametros tipicos de inyeccién en procesos de EOR. Mantener las concentraciones de
polimero y CQDs permite identificar la capacidad de prediccion de los modelos cuando
varia la salinidad y el tipo de CQD siendo estas variables identificadas con un alto potencial
de variaciéon en aplicaciones reales.

Cada solucion fue preparada considerando el orden de adicion y agitados durante 2 horas
a 250 rpm utilizando un homogeneizador DLH (VELP Scientifica, Italia) para ser sometidos
a temperatura de 70°C para inducir el proceso de afiejamiento y evaluacion reoldgica. La
evaluacion reologica fue llevada a cabo en un redmetro rotacional Kinexus Pro (Malvern
Instruments, Reino Unido) con la geometria de cilindros concéntricos a 70°C y una tasa de
corte variando entre 0.01 y 300 s para cubrir el rango de interés de patrones de flujo en
el yacimiento y transporte por tuberia reportados [13]. Cada medicién reoldgica fue llevada
a cabo para el tiempo inicial una vez fue conformado el polimero, 24, 72 y 144 horas
siguiendo el afiejamiento y reduccién de viscosidad asociado a la degradacion térmica del
nanofluido.
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4.2 Conformacion y analisis descriptivo del conjunto de
datos experimentales.

Para la conformacién del conjunto de datos fueron tomadas las curvas de flujo generadas
en el redmetro y asociadas a un tiempo de afnejamiento, orden de adicién y tipo de CQD
en un archivo almacenandolos en formato tabular y divididos en tasas de corte
representativas de 7.1, 15, 50, 75, 100, 150, 200 y 300 s™' para relacionar la informacién
completa del comportamiento de flujo de los polimeros dentro de los modelos de
aprendizaje de maquinas implementados. En la Tabla 4-1 se presentan las variables y los
rangos de variacién para los experimentos realizados. Desde la conformacién del conjunto
de datos el orden de adicién fue codificado como uno (1) para la adicién inicial de CQDs
al nanofluido, dos (2) la adicion tardia y tres (3) como la conformacion del polimero sin
CQDs. La etapa experimental de conformacion y medicién inicial de cada polimero consta
de cinco (5) horas para el posterior seguimiento durante 144 horas donde fueron
generados 896 datos, sin embargo, posterior a una revision inicial, 89 datos individuales
fueron descartados por presentar inconsistencias fisicas asociadas al proceso de
medicion. El conjunto de datos fue entonces cargado y preprocesado utilizando Python
3.12.2 utilizando las librerias de distribucion libre pandas, numpy, sklearn y seaborn.

Tabla 4-1. Parametros y rangos de variacion para el conjunto de datos generado.

Parametro Rango de variacion Unidades
Concentracion de HPAM 2000 mg-L"
Concentracién de CQDs [0, 100] mg-L"

Tipo de CQD [green, red, blue, none] -
Salinidad [0, 1000, 3000, 5000] mg-L~"
Tiempo de afiejamiento [0, 24, 72, 144] horas

Orden de adicion [1,2, 3] -

Tasa de corte [7.1, 15, 50, 75, 100, 150, 200, 300] s

Una vez conformado el conjunto de datos fue preprocesado para definir las variables
categoéricas utilizando variables “dummy”. Las variables dummy son una codificacion
binaria que permite representar claramente la presencia o ausencia del valor categorico en
la variable objetivo [68]. Para este caso, las variables categéricas son identificadas y
codificadas para incluir el efecto de estos parametros en el entrenamiento y prediccion del
modelo. Por otro lado, es importante destacar que los nanofluidos poliméricos cuentan con
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una alta viscosidad en el tiempo inicial y presentan un descenso una vez se incrementa la
salinidad y el tiempo de afiejamiento inclusive para el tiempo de evaluacion inicial de 24
horas. Algunos estudios presentados anteriormente evidencian que la inclusion de CQDs
en los nanofluidos poliméricos reducen la viscosidad y afectan las propiedades de flujo de
los nanofluidos. Esta condicién de desbalanceo de datos afecta el desempefio del modelo
dado al efecto de la magnitud donde el 75% de los datos se ubican por debajo de una
viscosidad de 20 cP y el 25% restante presenta valores que oscilan entre 20 y 134 cP. A
pesar de esta variacion y condicion de desbalanceo de los datos, los valores extremos se
mantuvieron dentro del analisis sin modificacion dando representatividad fenomenoldgica.
El analisis de correlacién de Pearson fue realizado para identificar el tipo de relacién entre
las variables numéricas con la viscosidad del polimero estableciendo la condicion de
linealidad en el conjunto de datos utilizando la Ecuacién 4-1 [69] . Esta ecuacién calcula
el coeficiente de correlacion entre dos variables continuas de interés siendo 1 la correlacion
lineal directa, -1 correlacion inversa y 0 la no correlacion entre las variables.

Ecuacion 4-1

Yis (i =) =)
VI (g — 22 X (i — ¥)?

corr(x,y) =

4.3 Modelos de aprendizaje de maquinas para la
prediccion de viscosidad de nanofluidos poliméricos

Para predecir los valores de viscosidad en funcion de las condiciones propuestas se
implementaron diferentes modelos de aprendizaje. Los modelos predictivos fueron
regresion lineal multiple (MLR), maquinas de soporte vectorial (SVM), arboles de decision
(DTR) y bosques aleatorios (RF) utilizados desde la libreria sklearn. Cada uno de los
modelos implementados fueron sometidos a una optimizacién de hiperparametros
utilizando el método GridSearchCV de la libreria sklearn. Los pardametros y rangos de
variacion se presentan en la Tabla 4-2.
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Tabla 4-2. Hiperparametros y rangos de variacion para los métodos de predicciéon

Modelo Hiperparametro Valores
MLR Ajuste al intercepto {True, False}
Positivo {True, False}
Kernel {linear, poly, rbf, sigmoid}
SVM Grado {1-10}
Gamma {scale, auto}
Coef0 {0, 1, 3, 5}
C {1, 3,5, 10}
Criterio {Friedman mse, absolute error, poisson}
Divisor {best, random}
DTR Profundidad maxima {None — 30}
Particion minima {1-20}
Minimo muestras por hoja {1-30}
Caracteristicas maximas {sqrt, log2}
Cantidad de estimadores {50-1000}
RF Criterio {Friedman mse, absolute error, poisson}
Caracteristicas Maximas {1, sqrt, log2}
Profundidad maxima {3-30}
Particion minima {1-20}
Minimo muestras por hoja {1-30}

Caracteristicas maximas

{sqrt, log2, none}

Adicionalmente, para comparar los modelos de regresion implementados fueron utilizadas
las métricas de error medio absoluto, raiz del error cuadratico medio y el coeficiente de
determinacién (MAE, RMSE y R? respectivamente) dado que representan la desviacion de
los valores predichos con los valores reales del conjunto de evaluacion como se presenta
en la Tabla 4-3. Para establecer visualmente el desempeno de los modelos fueron
construidas curvas de desviacién del valor real y residuales con la Ecuacién 4-2 como
una medida para establecer la distancia con los valores reales.
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Tabla 4-3. Métricas implementadas para los modelos de regresion

Métrica Ecuacion
MAE Z?=1 |yi,pred - yi,truel
n
RMSE
\/Z?=1(yi,pred - yi,true)z
n

Z?=1(yi.pred - yi,true)z
Z?:1(yi,true - 3_11')2

R2 1-—

Ecuacion 4-2
Resd = Yitrue — Yipred

Las métricas seleccionadas corresponden a las utilizadas ampliamente identificadas en la
revision sistematica de literatura presentada en el capitulo 3.3.2 para determinar el ajuste
del modelo. Tanto el MAE como el RMSE permiten identificar la diferencia entre el valor
real y el valor predicho con diferencias en la estabilidad e interpretabilidad [70, 71].
Mientras que el MAE califica el desempefio del modelo como una distancia entre el valor
real y el valor predicho el RMSE incluye el efecto de los valores atipicos magnificando la
diferencia a través del exponente cuadratico para ser estandarizado mediante la raiz
cuadrada. Por otro lado, el coeficiente de determinacién R? permite evaluar con precision
el modelo brindando informacion sobre la calidad de la prediccién con interpretabilidad
superior a la de las métricas MAE o RMSE [71]. La interpretacidn conjunta de estas
métricas permite obtener un analisis especifico del desempefio de los modelos y su
capacidad de prediccién para las condiciones del conjunto de datos.
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5. Resultados

Este capitulo busca exponer los resultados asociados a la valoracion, exploracion y
prediccion de la viscosidad en nanofluidos poliméricos. En el primer apartado de esta
seccidn se presentan los resultados asociados a la caracterizacion y valoracion estatica de
los nanofluidos poliméricos en presencia de distintos CQDs a través de curvas de flujo para
una tasa de corte variando entre 0 y 300 s™'. Seguido de esto, se muestra el andlisis
exploratorio del conjunto de datos donde se incluye la distribucién de los datos y el analisis
de correlacién para establecer el tipo de relacion entre las variables de las pruebas
experimentales con la viscosidad de los nanofluidos poliméricos. Finalmente, en el
apartado 3 se exponen los resultados asociados a las predicciones de los modelos de
aprendizaje de maquinas incluyendo las métricas utilizadas, la comparacion entre las
predicciones y el valor real con su respectiva comparacion de los valores residuales.

5.1 Caracterizacion y evaluaciones estaticas del
nanofluido polimérico

Los materiales fueron caracterizados a través de técnicas instrumentales que permiten
establecer la naturaleza fisica y quimica de cada CQD y el polimero implementado.
Inicialmente, se presenta el analisis FTIR para los CQDs en la Figura 5-1. Este espectro
revela bandas asociadas al estiramiento del grupo -OH y un pico de lectura C-H entre las
longitudes de onda 3500 y 3000 cm™'. Adicionalmente, se muestran picos muy marcados
para cada CQD cerca de los 1650 cm™ asociados posiblemente a la existencia del grupo
funcional -COO [72, 73] . Los espectros presentados muestran naturalezas quimicas
similares, sin embargo, el CQDblue presenta leves diferencias en las longitudes entre 1650
y 1150 cm™ asociadas a grupos carboxilicos e hidroxilos [36].
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Figura 5-1. Andlisis FTIR para los CQDs utilizados
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Por otro lado, el analisis FTIR se presenta en la Figura 5-2 donde se pueden evidenciar
bandas caracteristicas del HPAM. El espectro exhibe bandas tipicas del HPAM donde se
evidencian sefales tipicas de los grupos funcionales amidas presentes en la cadena
polimérica asociados principalmente a las vibraciones y encogimiento de los grupos. Para
la banda ubicada en 725 cm™ se muestra un doblamiento y vibracion del grupo N-H y
vibraciones para los grupos N-C-O y N-H a 1106 y 3436 cm" respectivamente [74].
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Figura 5-2. Analisis FTIR para el HPAM utilizado.

Por otro lado, en la Tabla 5-1 se presentan los resultados para el tamafo de particula y
potencial Z de los CQDs implementados. Alli se puede evidenciar que el CQD sintetizado
present6 el menor tamafio con 16.3 nm seguido por el CQDgreen comercial con 31.2 nm
y finalmente el CQDred como el de mayor tamafio con 44.2 nm. Relacionado con el
potencial Z, previamente se ha identificado que los CQDs presentan un potencial Z
negativo asociado a la presencia de grupos funcionales oxigenados en la superficie del
nanomaterial [36]. Los valores del potencial Z resultaron en -19.67, -47.2, -20.22 mV para
el CQDblue, CQDgreen y CQDred respectivamente. Estos valores indican una alta
estabilidad coloidal de cada uno de los CQDs en la solucion siendo el CQDgreen el mas
estables de los CQDs evaluados.

Tabla 5-1. Tamano y potencial Z para los CQDs utilizados

cQb Tamaiio Potencial Z
[nm] [mV]
Blue 16.3 -19.67
Green 31.2 -47.2

Red 44 .2 -20.22
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Las evaluaciones estaticas permitieron identificar los efectos de la adicién de CQDs en la
solucion polimérica. Los resultados permiten concluir el efecto descrito previamente por
algunos autores donde se expone que el CQD reduce la viscosidad del polimero en
solucion debido a su interaccidn con los radicales libres y la adsorcion sobre la superficie
del nanomaterial [14, 15]. En Figura 5-3 se presentan los resultados asociados a
viscosidad para diferentes escenarios de salinidad para cada CQD evaluado. Las graficas
muestran un efecto de reduccion de viscosidad del polimero cuando se tiene salmuera
desionizada y la presencia de CQDs en solucion asociado al rompimiento de las cadenas
poliméricas por la adsorcion del HPAM sobre la superficie del nanomaterial. Cuando la
salinidad incrementa se evidencia una disminucion significativa en la viscosidad del
nanofluido polimérico asociado a la interaccion de los iones divalentes con las cadenas del
HPAM alcanzando una reduccion del 88% cuando se evalua el escenario de 5000 mg-L™".
Cuando se considera el orden de adicién de los CQDs con el polimero es posible
establecer que no sé presentan diferencias significativas, sin embargo, es posible
diferenciar que las muestras donde se adicionan los CQDs inicialmente tienden a presentar
valores de viscosidad por encima de los reportados para el escenario base o el escenario
de adicion de CQDs posterior a la conformacion inicial del polimero. La implementacion de
métodos de aprendizaje de maquinas permitiria capturar esas ligeras diferencias en los
mecanismos de conformacion para predecir la viscosidad de nanofluidos poliméricos bajo
diferentes esquemas de inyeccion.
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Figura 5-3. Viscosidad de nanofluidos poliméricos en el tiempo inicial y 7 s para A)
CQDred B) CQDblue y C) CQDgreen

El escenario de evaluacion de viscosidad a diferentes salinidades y tiempo de afiejamiento
se presenta en la Figura 5-4. El polimero sin adicion de CQDs muestra una disminucién
significativa de la viscosidad conforme incrementa el tiempo y la salinidad, por ejemplo,
para el escenario libre de salinidad se reporta una disminucién del 42% mientras que para
las salinidades de 3000 y 5000 mg-L" las reducciones corresponden a 82 y 85%
respectivamente. La adicion de CQDs muestra una disminucién importante en la
viscosidad para cada CQD cuando se evalua el escenario libre de presencia de iones con
valores de 33.68, 32.47 y 29.03 cP para CQDred, CQDblue y CQDgreen respectivamente.
Si bien cada CQD presenta reducciones de viscosidad diferentes, para el caso del
CQDblue se presenta valores de viscosidad cercanos de 6 cP para condiciones de
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salinidad de 3000 y 5000 mg-L"" a 72 horas de evaluacién, sin embargo, el punto de
evaluacion e 144 horas muestra viscosidades ligeramente superiores hasta 12 y 9.49 cP

respectivamente indicando un posible reordenamiento de las cadenas poliméricas en el
nanofluido polimérico.

A) B)
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Figura 5-4. Viscosidad de nanofluidos poliméricos en 7 s™, diferentes salinidades y tiempos
de evaluacién para A) Sin CQDs, B) CQDred, C) CQDblue y D) CQDgreen
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5.2 Analisis descriptivo del conjunto de datos generado

Con las valoraciones estaticas fue posible construir el conjunto de datos representativo
contando con 890 filas y 8 columnas. Con el conjunto de datos se realiz6 el respectivo
analisis descriptivo para establecer el tipo de distribucion y posibles transformaciones. En
la figura Figura 5-5 se presenta la distribucion de los datos donde se puede ver que la
mayor concentracion de los datos se ubica por debajo de 20 cP, especificamente, el 75%
de los datos se ubica por debajo del valor de 18.80 cP. Esta distribucion muestra un claro
desbalanceo del conjunto de datos como se puede confirmar en la tabla Tabla 5-2, sin
embargo, los datos ubicados por encima del 75% inicial representan valores de viscosidad
importantes como las primeras etapas en un escenario de inyeccion donde el polimero no
presenta ninguna condicién de degradacion.

Distribucién de los datos

140

120

100

Frecuencia
=

0 20 40 60 80 100 120 140
Viscosidad [cP]

Figura 5-5. Distribucion del conjunto de datos generado

Tabla 5-2. Analisis descriptivo de las viscosidades en el conjunto de datos

Variable Promedio STD min Q1 Q2 Q3 max

Viscosidad [cP] 15.24 18.03 1.40 4.84 9.63 18.20 134.5
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Adicionalmente, para establecer el tipo de relacién entre las variables numéricas y la
viscosidad se calcul6d el coeficiente de correlacion de Pearson presentado en la Figura
5-6. En esta matriz de correlacién se puede evidenciar el tipo de relacion que presentan
las variables continuas de salinidad, tiempo, tasa de corte y viscosidad. Estos resultados
muestran que estas variables no tienen ningun tipo de correlacién entre si, sin embargo,
cuando se relaciona con la viscosidad se presentan valores de -0.47, -0.22, -0.35 para la
relacion entre salinidad, tiempo y tasa de corte respectivamente indicando una baja
correlacion inversa.

Coeficientes de correlacion
1.00

0.75

Salinity

0.50

0.25

Time

0.00

-0.00075

-0.25

ShearR

--0.50

MeasVisc

: --1.00
Salinity Time ShearR Meas\isc

Figura 5-6. Matriz de correlacion de Pearson para las variables continuas

Estos resultados permiten identificar un conjunto de datos altamente desbalanceado y con
una baja correlacion inversa entre las variables con la viscosidad como variable objetivo.

5.3 Desempeino de los modelos de aprendizaje de
maquinas implementados

Considerando las métricas de error para los diferentes modelos de prediccién de
viscosidad, los valores mas altos se alcanzaron para los modelos de regresion lineal
multiple (MLR) y maquinas de soporte vectorial (SVM) respectivamente como se puede
observar en la Figura 5-7. Estos resultados permiten identificar que estos modelos de
aprendizaje de maquinas no se ajustan a las condiciones de distribucion de los datos o
correlacion entre las variables. Por otro lado, los resultados exhibidos por los modelos de
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arboles de decisién (DTR) y bosques aleatorios (RF) muestran que, a pesar de presentar
valores altos, reducen significativamente el error y mejoran la prediccién de viscosidad. Si
bien los modelos DTR y RF presentan valores en las métricas menores, el desempeiio del
modelo RF sobresale por reducciones generales en el error y un acercamiento claro a los
valores de viscosidad reales esperados con valores en el MAE, RMSE y R?de 2.7, 7.02 y
0.87 respectivamente.

16 1
#o0i MAE ®oRsg RMSE  —e—R2

14 0,9
0,8
12
0,7

10 06

0,5

R2

MAE-RMSE
o0

0,4

0,3

0,2

0,1

MLR SVM DTR RF

Figura 5-7. Métricas de error obtenidas en la evaluacién de los modelos

La Figura 5-8 presenta graficos de dispersion donde se compara en el eje x los valores de
viscosidad real mientras que en el eje y se ubican los valores predichos por cada modelo.
Para cada grafico se presenta la linea donde los valores reales coinciden con los valores
predichos indicando una prediccion exacta del valor. Para los modelos MLR y SVM se
presentan dispersiones donde el valor predicho no supera 40 cP para cada modelo
demostrando asi el efecto del claro desbalanceo de los datos en el desemperio del modelo.
Por otro lado, los modelos DTR y RF presentan graficos de dispersion que pueden ubicarse
en todo el eje de los valores reales, sin embargo, el modelo DTR tiende a ubicar los valores
de alta viscosidad dispersos asociado posiblemente a la baja proporcién del conjunto de
datos. El modelo RF muestra que, si bien la precisién del modelo mejora, a medida que
incrementa el valor de viscosidad presenta un comportamiento similar al mostrado por los
modelos MLR y SVM donde las predicciones no superan al valor real.
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Figura 5-8. Comparacion de valores reales y predichos para los modelos implementados

Por otro lado, en la Figura 5-9 las curvas de valores residuales muestran la desviacién de
las predicciones en funcion de los valores de viscosidad real. Este grafico permite
demostrar con claridad las regiones donde se presentan mayores diferencias entre el valor
predicho y el valor de viscosidad real. Para los modelos MLR y SVM se confirman los
limites de prediccion cercanos a 40 y 25 cP donde adicionalmente se evidencia una
tendencia clara a subestimar las viscosidades comparado con el escenario real mientras
que los modelos DTR y RF presentan residuales mas bajos y tendencias a subestimar y
sobreestimar respectivamente. Considerando el rango de bajas viscosidades los modelos
DTR y RF presentan una menor dispersion confirmando el ajuste para el conjunto donde
tiende a concentrase la mayor proporcion de los datos.



54

Residual

Residual

140

MLR

120

100 %
o o]
60 &
g o8

&
QO

O  Test prediction
——— x=y

-25 0 25 50 75 100 125
Prediccidn de viscosidad [cP]
DTR
140
O  Test prediction

120 e A
100

80

0

25

50

75 100 125

Prediccion de viscosidad [cP)

140

120

100

Residual

140

120

100

Residual

SVM
@ Test prediction
——— x=y
(o]
e}
» o]
o o
P

25 50 75 100
Prediccion de viscosidad [cP]
RF

125

0  Test prediction
S

25 75 100 125

Prediccion de viscosidad [cP]

Figura 5-9. Valores residuales para los modelos implementados

Los resultados obtenidos permiten establecer el desempefio general de los modelos
cuando se implementan con conjuntos de datos desbalanceados y donde tipicamente se
presenta una baja correlacion entre las variables incluidas. El modelo DTR mejor¢ el
desempefio de los modelos MLR y SVM incrementando el margen de prediccién hasta 125
cP, sin embargo, los residuales calculados para este modelo permitieron identificar una
tendencia a sobreestimar y a generar una prediccidn dispersa alrededor de los valores de
viscosidad baja comparado con el modelo RF. Adicionalmente, este modelo presenta
residuales que indican una tendencia a la subestimacién reduciendo la dispersién de la
prediccion para bajas viscosidades. Si bien el modelo RF mejora la prediccion hasta un R?2
de 0.87, las predicciones del modelo se ven limitadas hasta viscosidades cercanas a 80
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cP asociadas a la baja proporcion los datos de alta viscosidad en el conjunto de datos
generado. Esta limitacion del modelo puede ser abordada robusteciendo el conjunto de

datos experimental a través de pruebas que permitan mejorar la capacidad de
generalizacion del modelo.

Para establecer el desempefio de los modelos de aprendizaje bajo condiciones reales de
entrenamiento, las curvas de aprendizaje se presentan en la Figura 5-10 para los modelos
DTR y RF con las métricas MAE y RMSE. Los resultados indican un sobreentrenamiento
para el modelo DTR dado que se presenta un mejoramiento gradual en el error para la
curva de entrenamiento, sin embargo, para la etapa de validacién, el modelo presenta una
alta oscilacion y tiende a incrementar el error posterior al entrenamiento con 400 datos. El
modelo RF por el contrario presenta un comportamiento similar en la curva de
entrenamiento y una disminucién estable en el error para la curva de validacion indicando
un aprendizaje estable con una disminucion importante en la diferencia entre el error de
entrenamiento y validacion. Este resultado indica la posibilidad del modelo de bosques
aleatorios para implementarse en aplicaciones reales donde el conjunto de datos presenta
un alto desbalanceo y una proporcion importante de valores fuera de la distribucion media.
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Figura 5-10. Curvas de aprendizaje para los modelos DTR y RF con las métricas A) RMSE
y B) MAE

Finalmente, en la tabla Tabla 5-3 se presentan los hiperparametros resultantes del proceso
de sintonizacion para cada modelo implementado. Resulta interesante la combinacion final
de hiperparametros obtenida donde se establece que el modelo de bosques aleatorios
presenta una mejora en el desempefio comparado con los arboles de decision
estableciendo la efectividad de los métodos de ensamble para este tipo de problemas de
prediccion con alto desbalanceo de datos. La efectividad de los métodos de ensamble por
encima de los modelos convencionales puede asociarse a la etapa inicial de bootstrapping
que permite exponer al modelo de aprendizaje a los datos atipicos presentes en el conjunto
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de datos mejorando la respuesta ante los valores de alta viscosidad que, si bien son
importantes para el fendmeno fisico, su participacion en el conjunto de datos es baja.

Tabla 5-3. Hiperparametros resultantes de la sintonizacion de los modelos

Modelo Hiperparametro Valores
MLR Ajuste al intercepto False
Positivo False
Kernel poly
Grado 7
SVM Gamma scale
Coef0 5
C 3
Criterio poisson
Divisor best
DTR Profundidad méxima 30
Particion minima 3
Minimo muestras por hoja 1
Caracteristicas maximas sqrt
Cantidad de estimadores 1000
Criterio friedman mse
Profundidad méxima 30
RF Particiéon minima 2
Minimo muestras por hoja 1
Caracteristicas Maximas sqrt

Los hiperparametros presentados en la Tabla 5-3 muestran que los arboles de decision
implementados tienen una configuracién similar a los arboles cuando se implementan
como método de ensamble en el modelo de bosques aleatorios con diferencias puntuales
en la particion minima y el criterio de evaluacion de la particién. Para el modelo de bosques
aleatorios se priorizd el criterio friedman mse del tipo L2 donde el efecto de los valores
atipicos se ve magnificado ajustando el modelo a la condicién de desbalanceo presentada.
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6.Conclusiones y trabajo futuro

6.1 Conclusiones

La prediccion de viscosidad de nanofluidos poliméricos resulta de alta importancia para
extender y garantizar la aplicabilidad de la alternativa en presencia de CQDs como trazador
en el medio poroso. Este trabajo permitié caracterizar diferentes tipos de CQD y su efecto
en las propiedades de flujo del nanofluido polimérico a base de HPAM. Como resultado de
la evaluacion de las propiedades de flujo del nanofluido fue conformado un conjunto de
datos representativo con el fin de implementar modelos de aprendizaje de maquinas
teniendo como variables principales parametros de salinidad, orden de adicion, tiempo de
anejamiento, tipo de CQD y tasa de corte.

La evaluacion inicial permitié establecer un efecto claro de la salinidad y la presencia de
CQPDs en la viscosidad del nanofluido polimérico confirmando que los escenarios de alta
salinidad y presencia de CQDs afectan el polimero y facilitan el proceso de degradacion
en el tiempo. Este proceso se asocia principalmente a la interaccion de los CQDs con las
cadenas poliméricas donde se posicionan e irrumpen con la red conformada reduciendo
su capacidad para mantener la viscosidad ante un escenario de alta temperatura durante
un periodo de tiempo prolongado.

El conjunto de datos presentd una distribucién desbalanceada con un 75% de los datos
por debajo del valor de 20 cP de viscosidad y el 25% restante con viscosidades variando
entre 20 y 134 cP. Esta condicion de desbalanceo dificulta la tarea de prediccién para los
modelos, sin embargo, las condiciones de valoracién experimental donde los datos no
abundan son tipicas y posicionan la alternativa para la extrapolacion de resultados a otros
escenarios no evaluados. El analisis de correlacién de Pearson permitié establecer la baja
correlacion lineal entre las variables contindias brindando un indicio del desempefio de los
modelos en funcién de la correlacion de los datos.

Los modelos de aprendizaje de maquinas presentaron rendimientos variados siendo MLR
y SVM los modelos con valores de error mas altos asociados a la naturaleza no lineal de
los parametros, el desbalanceo y distribucion del conjunto de datos. Contrario a este
desempefio, los modelos DTR y RF se ajustaron a los datos bajo las condiciones de
distribucion presentados teniendo diferencias claras entre la distribucion de las
predicciones. Para el caso del modelo RF las predicciones tienden a estar subestimadas
cuando se alcanzan valores superiores a 80 cP asociado a que en el conjunto de datos
construido se presenta una baja proporcion de datos de alta viscosidad. Por otro lado, el
modelo DTR presenta una distribucién de las predicciones cercanas a los valores reales y
mantiene las predicciones de alta viscosidad cercanas a la referencia con una tendencia
ligera a la sobreestimacion. El mejor desempefio fue obtenido con el modelo de bosques
aleatorios asociado posiblemente a la etapa inicial de bootstraping que permite diversificar
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la muestra de datos alimentada a cada arbol de decisiéon. Estos resultados posicionan los
métodos de ensamble como herramientas de alto potencial cuando el conjunto de datos
presenta un alto desbalanceo y los valores atipicos registrados son relevantes para el
fenémeno fisico.

Si bien los modelos de aprendizaje tuvieron predicciones cercanas a los valores reales,
resulta clara la necesidad de robustecer el conjunto de datos en funcién de parametros
fisicoquimicos para mejorar las métricas de error y la condicidon de desbalanceo de los
datos. Adicionalmente, la variacion en la concentracion de CQDs y HPAM en la solucion
podria incrementar la capacidad de generalizacién de los modelos ampliando la capacidad
de extrapolacién para escenarios de evaluacién de EOR con polimeros.

De acuerdo con la revisidn sistematica de literatura desarrollada y los acercamientos de
este trabajo de investigacion resulta evidente la posibilidad de ampliar la capacidad de
prediccion de los modelos de aprendizaje de maquinas a través de evaluaciones
experimentales. Este acercamiento permite incluso considerar el despliegue de estas
herramientas bajo condiciones relevantes de campo manteniendo un desarrollo constante
del conjunto de datos para mejorar la capacidad de generalizacion de los modelos desde
las evaluaciones experimentales hasta la escala de produccion real.

6.2 Trabajo futuro

Con los resultados obtenidos en este trabajo de investigacién se pueden establecer
algunas lineas de investigacion para trabajos posteriores:

o Evaluacién robusta de las condiciones de adicion, tipo de CQD, tipos de iones y
salinidad presente en las soluciones poliméricas variando la concentracion de
CQDs y HPAM. Este acercamiento permite definir con claridad el efecto puntual de
los CQDs en presencia de iones bajo diferentes esquemas de adicion.

o Ampliacién y diversificacion del conjunto de datos para mejorar la precision de los
modelos de aprendizaje de maquinas. Si bien el modelo de arboles aleatorios
alcanzo un buen desempefio prediciendo la viscosidad de los nanofluidos, resulta
necesario incrementar el tamafo del conjunto de datos para mejorar la base de
entrenamiento para la prediccidén. La ampliacion del conjunto de datos permitiria
mejorar la capacidad de generalizacion del modelo.

e Evaluar el efecto de los CQDs en nanofluidos poliméricos a través de técnicas de
valoracién estaticas que permitan direccionar los estudios a aplicaciones de
recobro real, por ejemplo, evaluando tensiones interfaciales para los nanofluidos

armados bajo diferentes esquemas de conformacion. Extender estos estudios
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hacia pruebas dinamicas permitirian establecer las mejoras en la cantidad de aceite
recuperado bajo condiciones representativas del medio poroso.

La biodegradacion de soluciones poliméricas, especialmente de HPAM, se ha
posicionado como una herramienta relevante principalmente para el tratamiento de
efluentes posterior a los procesos de recobro mejorado con polimeros. La
aplicacion de comunidades biolégicas se estudia principalmente posterior a la
produccién como alternativa de recuperacién del recurso hidrico. Algunos estudios
muestran los CQDs como una alternativa promisoria para la eliminacion de
contaminantes que en presencia de comunidades biolégicas puede potenciar los
efectos de biorremediacién. La biodegradacion de soluciones poliméricas bajo
condiciones de yacimiento en presencia de CQDs presenta una oportunidad de
investigacion relevante considerando este tipo de nanomateriales pueden participar

inclusive como inhibidores del crecimiento microbioldgico.
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