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Resumen y Abstract IX

Resumen

Titulo: Pronéstico de velocidad de viento para generacion edlica Offshore basado

en programacion genética

Las energias renovables han surgido como la alternativa mas viable para solucionar los
problemas que presentan las fuentes de generacion convencionales. En este sentido, la
generacion edlica offshore cuenta con gran potencial de crecimiento para los préximos
afios es por esto que el presente trabajo plantea una metodologia que implementa la
programacion genética para realizar prondsticos de vientos promedio a mediano y largo

plazo, con el fin de minimizar la incertidumbre asociada a este tipo de generacion.

Para esto, inicialmente se realiza el planteamiento del algoritmo regresion simbdélica
hibrida por medio del cual se realizaran los prondsticos de vientos propuestos; realizando

una descripcién del funcionamiento de este.

Posteriormente se realiza la implementacién del algoritmo planteado en cuatro casos de
estudio ubicados en zonas costeras y en islas, de tal manera que se disponga de historicos
de datos meteoroldgicos con los cuales poder realizar las pruebas del algoritmo. Posterior
a esto, se evaluaran los errores obtenidos para seleccionar una cantidad de datos para

entrenamiento y prueba del algoritmo.

Palabras clave: Prondstico, energia edlica, generacion eolica offshore,

programacion genética, regresion simbdlica.
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Abstract

Titulo en inglés: Wind speed forecast for offshore wind generation based

on genetic programming

Renewable energies have emerged as the most viable alternative to solve the problems
presented by conventional generation sources. offshore wind generation has great growth
potential for the next years, which is why this work proposes a methodology that
implements genetic programming to make forecasts of average winds in the medium and

long term, to minimize the uncertainty associated with this kind of generation.

To that, initially the approach of the hybrid symbolic regression algorithm is carried out by
means of which the proposed wind forecasts will be made; making a description of how it

works.

Subsequently, the implementation of the algorithm proposed in four case studies located
in coastal areas and on islands is carried out, so that historical meteorological data are
available with which to carry out the algorithm tests. After this, the errors obtained will be

evaluated to select an amount of data for training and testing the algorithm.

Keywords: forecast, wind power, offshore wind generation, genetic programming,

symbolic regression.
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Introduccioén

Los sistemas eléctricos de potencia han ido evolucionado para poder adaptarse a las
condiciones cambiantes y poder tener asi un buen desempefio en aspectos técnicos y de

seguridad [1].

Los sistemas eléctricos de potencia basados en energias renovables se encuentran en
constante desarrollo debido a su potencial de crecimiento. Para el caso de la generacion
de energia edlica offshore, en los ultimos afios se han realizado diversas investigaciones

sobre el potencial de generacion edlico offshore a lo largo del mundo [2], [3].

Uno de los principales inconvenientes en la aplicacién de fuentes renovables de energia
para la generacién de energia eléctrica es la incertidumbre asociada a dichas fuentes,

como lo es la radiacién solar, la velocidad del viento, entre otras.

Debido a lo anterior, se han ido desarrollando diferentes técnicas y metodologias que
permitan minimizar las incertidumbres mencionadas. El presente trabajo propone la
implementacién de una metodologia derivada de la programacion genética para elaborar
pronédsticos de vientos promedio aplicado a ubicaciones costeras o islas donde se pueda

evaluar la posibilidad de instalar un parque de generacién eélica offshore.

La metodologia a implementar es una regresiéon simbdlica hibrida, que toma las
propiedades y ventajas de la programacion genética y las combina con regresiones de
cresta por medio de matrices de kernel para dar como resultado un algoritmo hibrido con
el cual se puedan tomar un conjunto de variables meteorologicas correlacionadas con la

velocidad del viento para elaborar prondsticos a mediano y largo plazo.

En el presente trabajo se encuentra distribuido de la siguiente manera: en el capitulo 1 se
realiz6 una revision bibliografica del estado del arte respecto a las diferentes metodologias

y técnicas que se han implementado en la realizacion de prondsticos de vientos para



2 Introduccién

plantas edlicas. En el capitulo 2, se realizé el planteamiento del método de programacion
genética a implementar para la elaboracion de pronésticos de vientos. En el tercer capitulo
se realizaron las simulaciones con el modelo planteado y con base al cual se realizaron los
prondsticos de vientos para plantas edlicas offshore en diferentes ubicaciones geogréficas
para diferentes periodos de tiempos y asi evaluar el desempefio del modelo. Finalmente,
en el cuarto capitulo se presentan las conclusiones recomendaciones fruto de los

resultados obtenidos.

A continuacion, se presentan los objetivos propuesto a desarrollar en el presente trabajo:

Objetivos

Objetivo general:

Realizar el pronéstico de la velocidad promedio del viento por medio de la
implementacion de programacion genética basada en regresion simbdlica para

locaciones con fines de generacion edlica Offshore.

Objetivos especificos:
1. Obtener diferentes conjuntos de datos de historicos meteoroldgicos con

base a los cuales se realizaran los pronosticos de vientos.

2. Plantear un método de regresion simbdlica con base al cual se van arealizar
los prondsticos de las velocidades de vientos promedio correlacionadas a

las variables meteoroldgicas disponibles.

3. Implementar el modelo de prondstico propuesto en diferentes conjuntos de
datos decidiendo un niumero apropiado de datos de entrenamiento y prueba,

para validar su funcionamiento.



1.Estado del arte

Las incertidumbres en la generacién de energia con fuentes renovables es uno de los
grandes retos que afrontan los operadores de los sistemas de potencia ante la penetracion
de este tipo de generacion debido al alto componente de aleatoriedad que introducen al
sistema; debido a esto se deben tomar diferentes medidas encaminadas a mantener la

operacion del sistema dentro de los pardmetros de seguridad [4].

En particular, las plantas de generacion edlicas se han ido introduciendo al sector de la
generacion en los sistemas de potencia debido a que entre sus caracteristicas principales
estd el beneficio de que su fuente primaria -el viento- es limpia, inagotable y no
contaminante; gracias a esto se considera una buena alternativa para mitigar los
problemas ambientales ocasionados por la generacion de energia tradicional [5]. De las
diferentes plantas de generacion edlica, la generacion edlica offshore se proyecta como
una alternativa que cuenta con un potencial de crecimiento esperado para los proximos 10

afios de 30 GW de capacidad instalada [6].

Como se mencionaba anteriormente, uno de los grandes inconvenientes de la inclusion de
las energias renovables en los sistemas de potencia es su alto contenido de incertidumbre
en los niveles de generacion. En particular, la energia edlica tiene la complejidad de que
el viento posee una naturaleza estocastica, no lineal y una alta correlacién con las
condiciones meteoroldgicas del entorno [7]. Como medida para contrarrestar esto, a lo
largo de los afios se han ido desarrollando diferentes técnicas y metodologias que permiten
realizar predicciones de las fuentes primarias usadas para la generacion y de esta forma
disminuir las incertidumbres asociadas al viento. A continuacién, se plantea una revisiéon
del estado del arte de las técnicas implementadas para la prediccion de las velocidades de

vientos en la generacion edlica:
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1.1 Técnicas para la elaboracion de pronosticos de
vientos

Algunos de los principales modelos clasicos que se han utilizado para la proyeccion de
velocidades de vientos son los estocasticos, deterministicos y por medio de regresiones

lineales y no lineales [8]-[10].

Otros métodos mas recientes utilizados para prondsticos de vientos son las redes
neuronales [11], [12], maquenas de soporte vectorial (SVM-por sus siglas en inglés) [13],
machine learning (ML) y extreme learning machine (ELM) [14]-[17] y fuzzy logic [18]. Esto
debido a que las capacidades en el reconocimiento de patrones de los modelos
mencionados dan mejores resultados que los modelos tradicionales [19].

Hoy en dia, se han desarrollado metodologias hibridas que combinan las diferentes
metodologias para resaltar los puntos fuertes de cada y minimizar las desventajas
individuales que presentan obteniendo como resultado una mejora significativa en la
precision de los prondsticos que involucran series de viento [20]. Algunos de los modelos

hibridos que se han desarrollado se presentan a continuacion:

En [21] se desarrollé un nuevo marco generalizado para realizar prondsticos probabilisticos
de energia edlica con alta flexibilidad y confiabilidad mediante la implementaciéon de un
algoritmo hibrido inteligente con extreme machine learning y la optimizaciéon de enjambre
de particulas (PSO-por sus siglas en inglés) para obtener intervalos 6ptimos de prediccion

de generacion de energia edlica.

Un hibrido entre algoritmo neuronal y difuso fue propuesto en [7] donde se utilizé una red
de sensores inalambricos para contemplar en el modelo los factores primordiales que
tienen relevancia en la potencia de salida de un parque edlico — temperatura del aire,
velocidad del viento, densidad y presion del aire- para luego usar un conjunto de reglas

difusas para implementar el método de prediccion.
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Por su parte, en [22] los autores usaron valores medios diarios de velocidades de viento
para entrenar diversos algoritmos basados en machine learning; dichos algoritmos
entrenados para realizar los pronoésticos fueron xGBoost, SVR y RF. Luego, estos fueron
usados para realizar pronosticos de vientos para diferentes ubicaciones. El horizonte de

tiempo para pronosticos de vientos con esta metodologia fue de un afio.

Otra metodologia, planteada en [23], buscaba realizar prondsticos de viento para un
horizonte de tiempo de 72 horas por medio de la implementacion de los algoritmos GRPE
y DEPE por medio del entrenamiento de modelos de prondsticos recurrentes. Otros
autores han utilizado diferentes métodos para realizar prondsticos de vientos para

intervalos desde el orden de algunos segundos hasta algunos dias [10], [20], [24], [25].

1.2 Fuentes parala obtencidn de datos meteorolégicos

En el proceso de revision del estado del arte se encontré6 que muchos los articulos
consultados tomaban los valores de histéricos de vientos de conjuntos de estaciones
meteoroldgicas o de entidades gubernamentales segun los lugares donde se realizaron los
estudios pertinentes. Sin embargo, no se hacia especial aclaracion de la fuente para la
obtencion de los datos; debido a esto, se realizé una busqueda de diferentes fuentes
meteoroldgicas que permitiesen acceder a conjuntos de datos histéricos de vientos para
varios afios consecutivos. Algunas de las fuentes consultadas fueron el data set de IEEE
PES [26], el data set de la NASA [27] y las presentadas en [28], [29]. De esta Ultima se
tomaron los datos histéricos de diferentes parametros meteoroldgicos para las locaciones
seleccionadas dado que permite el uso de sus datos para fines no comerciales.

Con lo anterior se le da cumplimiento al primer objetivo especifico:

1. Obtener diferentes conjuntos de datos de histdricos meteorol6gicos con base a los

cuales se realizaran los prondésticos de vientos.



6 Pronéstico de velocidad de viento para generacion edlica Offshore basado en

programacion genética

2.Modelo de algoritmo genético para
pronodsticos de vientos

La programacion genética (GP -por sus siglas en inglés) es una técnica de computacion
evolutiva que busca resolver problemas de manera automatica sin la necesidad de
ingresarle a la computadora textualmente cémo lo debe realizar. En sintesis, GP es un
método sistematico y de dominio independiente para conseguir computadoras que puedan
resolver problemas automaticamente partiendo desde una declaracién de alto nivel de lo
gue se debe realizar [30].

La GP esta basada en la evolucién biolégica y lo que busca es desarrollar algoritmos que
se adapten a una tarea particular. La GP se inicia generando de manera aleatoria una
poblaciéon de programas individuales, los cuales seran evaluados segun una funcién de
comportamiento especifica segun la tarea. Posterior a esto, se aplican operaciones
genéticas como la mutacion y los cruces que generan nuevas poblaciones descendientes
a partir de los individuos con mejores aptitudes, esperando que las aptitudes de los
programas individuales mejoren a lo largo que se van desarrollando nuevas poblaciones
[31]. En la Figura 2-1 se presenta el funcionamiento de la programacién genética por

medio de un diagrama de flujo.
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Figura 2-1:  Funcionamiento general del GP.

Generar Ejecutar

Poblacién de Programasy Solucion

Programas Evaluar su Calidad

Ajustar Nueva
Poblacion de
Programas

Las aplicaciones de la GP son bastantes numerosas y en campos variados, pero se puede
consideras a groso modo que las principales areas de aplicacion son en ajuste de curvas,
procesamiento de sefales e imagenes, modelamiento de datos, prediccion en series de
tiempo, modelamiento econémico y regresion simbdlica [30]. Es en esta Ultima en la que
se centra el presente trabajo para realizar prondsticos de tiempos con vistas a la
generacion de energia edlica offshore.

2.1 Aplicacion de la programacion genética para la
realizacion de prondsticos

Gracias a su flexibilidad en la generacion de modelos mateméaticos de manera libre a partir
de datos observados sin ningun tipo de conocimiento experto, la regresion simbolica (SR -
por sus siglas en inglés) es una de las aplicaciones mas populares de programacion
genética asi como una alternativa atractiva a los enfoques de regresion estandares [32].

La regresion simbolica es considerada una actividad de aprendizaje inductivo que tiene
como finalidad hallar una expresion matemética -o modelo- que permita ajustar los datos
disponibles por medio de un proceso de entrenamiento [33].



8 Pronéstico de velocidad de viento para generacion edlica Offshore basado en

programacion genética

El andlisis por medio de regresion es un método conceptual simple que sirve para
investigar relaciones funcionales entre multiples variables. Esta relacién se expresa como
una ecuacién o un modelo que conecta la variable dependiente, representada como Y, con
una o mas variables predictivas o independientes, denotadas como Xy, X5, ..., X,,, donde p
es el nimero de variables predictivas [34]. Un modelo tipico de regresion es presentado
en Ecuacion (2.1):

Y = f(XyXpeoo, Xp) (2.1)

Donde f es representa una funcion simbolica no lineal. El modelo resultante tendra
funciones lineales como no lineales, donde la estructura y adaptacion de los términos son

seleccionados de manera automatica por el algoritmo de SR [35].

Para la predicciéon de datos, se utiliza la representacion de las expresiones matematicas
gue correspondientes a diferentes modelos como una estructura de arbol; donde los nodos
interiores (union entre terminales y otros operadores) vendrian a ser los operadores
matematicos y las hojas del arbol serian las variables y parametros. El proceso algoritmico
estd basado en la busqueda dentro de un campo de ecuaciones factibles a través de la
aplicacion de operadores genéticos tales como la mutacion, el cruce y la reproduccion [36].
Para la creacioén del arbol este relaciona los genes con expresiones aritméticos y funciones
trigonométricas. Luego, la poblacion es organizada por jerarquias y crea una nueva

generacion basado en el principio de recombinacién genética [37].

Normalmente la evaluacion de los individuos se realiza con el error de aproximacion
promedio, como el error cuadratico medio sobre todo el conjunto de observaciones. De
esta forma, se calcula la probabilidad de participacion de cada individuo en las operaciones
genéticas. Asi se crea una nueva poblacion que luego serd evaluada nuevamente
produciendo un proceso iterativo hasta que se cumpla la regla de terminacion, la cual esta
dada por el nUumero méaximo de generaciones que establezca el usuario; de esta forma se
espera que cada poblacion nueva tenga un mejor desempefio que la anterior. Luego, el
modelo simbdlico que se selecciona es aquel donde se haya tenido un menor grado de

error aproximado.



Capitulo 2 9

2.2 Planteamiento de algoritmo de regresion simbdlica
para pronosticos de vientos

El algoritmo de regresion simbdlica que se plantea utilizar fue el implementado en [38] y
en [39]; en el primer caso fue implementado como una etapa inicial de un algoritmo hibrido
gue combina la regresién simbdlica con la optimizaciéon por medio del algoritmo DEEPSO

para realizar el pronostico de demanda anual.

El presente trabajo busca utilizar el algoritmo de regresion simbodlica no lineal antes
mencionado para realizar el pronéstico de vientos de cuatro locaciones costeras para que
pueda ser implementado en prondsticos de generacién edlica offshore. A continuacion, se

explicara el funcionamiento de dicho algoritmo:

2.2.1 Algoritmo de regresion simbdlica multigen

El algoritmo de regresion simbélica normalmente contempla cada modelo de solucion
individual como un solo gen (o estructura de arbol) el cual da como salida una sola
ecuacion matematica. Sin embargo, el algoritmo seleccionado implementa una variaciéon
propuesta en [30] y [40] donde se modifica el enfoque tradicional de tal manera que se
considera que cada individuo esta conformado por un conjunto de genes que combinados

linealmente, como se muestra en la Figura 2-2, dan como resultado la inferencia.

El modelo resultante dado por el individuo multi-gen se calcula como se observa en las

Ecuaciones (mas adelante) y (mas adelante).

Y = ay + a;gen, + aygen, + azgens (2.2)

Y = ap + a;((X1X,) + sin X3) + a,(X3% * tan X;) + a5 cos% (2.3)
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Donde X;, con i = {1,2,3}, son los valores de las variables predictivas (o independientes),

a; son los factores de regresién o factores de pesoy Y es el resultado de la inferencia.

Figura 2-2:  Ejemplo de individuo multi-gen.

gen, gen, gens

En la siguiente etapa del algoritmo se deben hallar los valores de los factores de regresion
gue dan como resultado una expresidbn que ajusta las observaciones con la mayor
exactitud con respecto al valor real. Para esto, en [30] y [40] se planted el método de los

minimos cuadrados ordinarios (MCO); de lo cual se tiene como solucién la expresion
mostrada en la Ecuacion a=(X’X)A — 18X'Y
(2.4). De dicha ecuacién se tiene que se genera una matriz como resultado de calificar el

conjunto de observaciones en los genes de los diferentes individuos; dicha matriz; el
tamafio de la matriz esta determinado por la cantidad de observaciones y de genes, donde
la cantidad de filas est4 dada por el nimero de observaciones y la cantidad de columnas

esta dada por el nUmero de genes mas uno.

a=X'X)"X'Y (2.4)
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Los resultados de la inferencia Y se pueden calcular mediante la Ecuacién 5 una vez que
se cuenta con los valores del vector a. Luego, dado que el rendimiento esté definido por el
error, este puede ser calculado como indica la Ecuacion 6 por medio de la sumatoria de

cuadrados, donde n es el nimero de observaciones.

Y =Xa (2.5)

(2.6)

2.2.2 Métodos de kernel en procesos de regresion

El procedimiento de regresion simbédlica multi-gen que se ha considerado hasta el
momento lleva a realizar la blsqueda de un vector compuesto por los factores de
ponderacion que combinen linealmente el conjunto de genes que componen un individuo.
Aun cuando los autores de este enfoque encontraron valores apropiados de inferencias,
se genera una inquietud sobre el comportamiento del algoritmo si el supuesto de que la
relacion lineal entre los genes de un individuo se mantiene verdadera cuando se considera

una relacion no-lineal.

Partiendo de la teoria detrds del algoritmo multigen y las operaciones matematicas
relacionadas con la regresion lineal por MCO, se puede considerar la adicion de una
técnica de regresion (principalmente lineal) cuya representacion puede funcionar en la

exploracién de relaciones no lineales.

Teniendo en cuenta el procedimiento que se ha planteado hasta el momento, el encontrar
de un vector de pesos en el método de MCO esta basado en la existencia de una matriz
inversa (X'X)~1. Una alternativa viable para evitar la singularidad de dicha matriz es el
proceso conocido como regresion de cresta. En este método, el problema de los minimos
cuadrados es expresado por medio de su representacion dual y la regularizacion se
considera incluyendo un término de equilibrio entre la norma del vector de pesos y
minimizar el error de aproximaciéon. Adicionalmente, este enfoque presenta la ventaja de

gue las ecuaciones matematicas halladas dan lugar a la introduccién de nociones de



12 Pronéstico de velocidad de viento para generacion edlica Offshore basado en

programacion genética

funciones de kernel [41], [42]. La razdn por la cual las funciones de kernel son incluidas los
procesos de regresiones lineal es para llevar a cabo la regresion no lineal transportando
las observaciones experimentales a un nuevo espacio o espacio caracteristico, por lo cual
realizar una regresion lineal es equivalente a realizar una regresion no lineal dentro del

espacio original [42].

» Representaciéon dual del problema de regresion lineal
Partiendo del supuesto que existe la matriz inversa (X'X)~1, se puede realizar el célculo
del vector de ponderacién como se plantea en las Ecuaciones a=X'X(X'X)2X'Y = X'B

(2.7) y (mas adelante

a=XXX'X)2X'Y = X'B (2.7)

L =XX'X)"2X'Y (2.8)

Estas ecuaciones anteriores son conocidas como la representacién dual de un problema
de regresion lineal [41], [42]. Esto representa el vector de peso a como una combinacién
lineal de los datos en la matriz X que se construye a partir de datos experimentales de las
variables utilizadas para entrenar el sistema de inferencia. Este tipo de representacion sera
atil mas adelante cuando se considere agregar funciones de kernel en el proceso de

regresion.

En particular, hay dos escenarios donde no es posible encontrar los factores de
ponderacion tales que se tenga el ajuste de los datos de prueba. Dichos escenarios son:
insuficiencia en la cantidad de datos de prueba de tal forma que no asegure la ausencia
de singularidad de la matriz X' X o la presencia de datos que introduzcan mucho ruido. Para
el caso donde se tiene alto ruido es posible la inclusion del concepto de regularizacion
agregando un término de equilibro entre el nivel de minimizacion de errores (precision) y
la minimizacién de la norma de vector de peso (complejidad). Este concepto es incorporado

en la regresion de crestas.

» Regresion de Crestas: representacion dual con regularizacion
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Los calculos de regresion de crestas incluyen un término de compensacion A1 entre
minimizar la norma del vector de peso y el error de aproximacion. Teniendo en cuenta esto,
la Ecuacion mas atras se reescribe como la Ecuacion mas adelante, donde A es un valor
positivo, la no singularidad de la matriz (X'X + AI), por lo tanto, la existencia de su inversa

esta garantizada.

B =(X'X+A)Y (2.9)

En la Ecuacion mas atras la matriz X'X es también conocida como la matriz de Gram y

define el producto escalar entre los datos en X.

En la regresion de cresta, se utiliza la Ecuacion (mas adelante) para realizar la inferencia
basada en una nueva observacion o conjunto de datos (x), es decir, k; = (x;, x), donde k
es el vector que comprende el producto escalar entre cada vector [ de datos que se
tuvieron en cuenta durante el entrenamiento y los datos vectoriales que produciran la

inferencia.

J=la,x)=y' X'X+ )"k (2.10)

= Regresion de cresta no-lineal
Los procesos de regresion lineal de minimos cuadrados y regresion de cresta buscan
resolver el problema de encontrar una relacion lineal entre una variable dependiente y otras
variables independientes, que son los genes de un individuo en regresion simbdélica
multigen. Aunque el uso de una relacion lineal no conducira necesariamente a los mejores
resultados, existe la posibilidad de obtener buenos resultados al utilizar una relacién no
lineal dentro del proceso de inferencia. Esta es una posibilidad considerada por los
métodos del kernel. Estos métodos llevan los datos a un espacio conocido como espacio
caracteristico por medio del uso de una funcién de mapeo ¢(:). De esta manera, una
relacion lineal entre los datos experimentales en el espacio caracteristico es equivalente a

tener una relacion no lineal en el espacio original [39], [42].
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Si hay un conjunto de datos de entrenamiento u observaciones ((x1,y1),
(x2,¥2),..., (x1,¥;)) en el espacio original, una nueva base de datos, a saber ((¢(x1),y1),
(p(x2),¥2), ..., (@(x;),¥1)), es generada al aplicar la funcion de mapeo. El objetivo ahora
es llevar a cabo la regresion lineal en la nueva base de datos mientras se mantiene al

minimo el error de aproximacion.

En la regresion de cresta, la estimacion en el nuevo espacio se estd dada por la Ecuacion

(mas adelante), donde G;; = (p(x), 9(x;)) ¥ ki = (@ (x;), p(x)).

y=y'"(G+ Ak (2.11)

La inclusiéon de la matriz de Gram en el proceso de inferencia permite el uso de funciones
de kernel para realizar el calculo del producto escalar entre cada punto de datos de manera
eficiente; lo cual en este caso, viene a significar que no es necesario conocer la funcion de

mapeo ¢(-) o la ubicacién de los datos dentro del nuevo espacio después de su aplicacion.

La funcion de kernel es una funcién que se encarga de calcular el producto interno dentro
de un espacio de caracteristicas directamente desde las entradas en el espacio original.
Segun la definicién dada en [42], un kernel es una funcién k( ) tal que, para todo x,z €
X, satisface la Ecuacion (mas adelante), donde ¢(-) responde a un mapeo del espacio

original X en un nuevo espacio caracteristico F (Ecuacién (méas adelante)).

k(x,z) = (p(x), p(2)) (2.12)
o():x - ox) €F (2.13)

El algoritmo de regresion simbdlica no lineal hibrido implementado propone establecer una
relacion no lineal entre los genes utilizando funciones de kernel mediante la regresion de

crestas no lineales.
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Durante la evaluacion del desempefio de cada individuo sobre cédmo estos se ajustan a la
informacion ingresada inicialmente para llevar a cabo entrenamiento, se lleva a cabo una
regresion lineal por MCO en el algoritmo de regresién simbdlica multigen, donde se halla
el vector de peso que genera el valor de estimacion con menor discrepancia con respecto
al valor real de una variable de interés. Por el contrario, el algoritmo a implementar propone
expresar el proceso de regresién que tiene lugar en un algoritmo de regresion simbdlica
multigen en términos de regresion de crestas. Esto permite la inclusién de funciones del
kernel a través de la matriz Gram o matriz de producto interno (G). El funcionamiento
general del algoritmo de regresion simbdlica permanece sin cambios, excepto en las
etapas donde se codifican los individuos y se miden sus desempefios. Esto se logra al
incluir el calculo de la matriz de Gram para el funciones kernel del tipo lineal, polinomial o

gaussiano y calcular la inferencia aplicando la Ecuacion (més atras) [39].

En este sentido, el algoritmo a implementar ejecuta una nueva versién multigen del
algoritmo de regresion simbdlica que incluye el concepto de regresién no lineal a través de

funciones del kernel.

Previo a la ejecucion del algoritmo el usuario debe realizar la configuracién de algunos
pardmetros e ingresar la base de datos con los datos para llevar a cabo el entrenamiento.
A nivel general, el algoritmo estd compuesto por tres partes principales: 1) configuracion,
2) cadigo del algoritmo de regresiéon simbdlica no lineal hibrido y 3) graficar los resultados

obtenidos. A continuacion, se hara una descripcion de cada una de las etapas planteadas:

1. Configuracién: en esta etapa se realizan las actividades de cargue de la base de
datos de datos con las observaciones experimentales, ingreso de informacion de la
base de datos (cantidad del total de datos destinados al entrenamiento y a la
prediccidn), configuracién de parametros numeéricos de la programacion genética y
conjuntos de funciones tales como:

= Numero de individuos o cantidad de posibles soluciones dentro de la
poblacion.

= Numero de generaciones o cantidad de iteraciones que debe ejecutar el
algoritmo.

= Numero maximo de genes por individuo.

» Cantidad maxima de individuos en la primera generacion.
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= Cantidad méaxima de individuos en cualquier generacion diferente a la
inicial.

» Probabilidad de cada operacion genética.

= Maneras de construir estructura de arboles.

= Configuracion de la operacién de seleccién.

= Configuracion de conjunto de funciones: definir las operaciones y funciones

matematicas utilizadas para la construccién las estructuras de arboles.

2. Regresion simbdlica no lineal hibrida: En esta etapa se realizan las siguientes
acciones:

= Representacion dual y configuracion de la matriz kernel.

= Paso 1: Construir la poblacién inicial.

= Paso 2: Modificar la poblacién en cada nueva generacién de manera
iterativa.

» Actividades iterativas: evaluar la puntuacién de cada individuo de la
poblacién utilizando la configuracién de kernel, seleccionar la mejor
expresion de cada generacion segun los puntajes, creacion de la nueva
poblacién al aplicar las operaciones genéticas segun las probabilidades
establecidas para estas y muestrear la base de datos ingresada con tal de

evitar el sobre entrenamiento.

3. Graficar los resultados: en esta etapa se presenta de manera grafica los resultados

obtenidos para el entrenamiento y de inferencias realizadas por el algoritmo.

Con lo anterior se realiza el cumplimiento del segundo objetivo especifico propuesto dado
gue se realizé el planteamiento del método de regresion simbdlica con base al cual se

realizan los pronésticos de velocidades de vientos promedio.



3.Implementacion del algoritmo de regresion
simbdlica para pronoésticos de viento

En el presente capitulo se realiza inicialmente el planteamiento de los casos de estudio; lo
gue incluye cudles son las locaciones especificas que se seleccionaron, la cantidad de
dato por locacion y las variables meteoroldgicas contempladas para la elaboracion de los
pronésticos de viento. Posteriormente, se realizara la presentaciéon las distintas
simulaciones realizadas y los resultados de los prondsticos de vientos obtenidos a partir

de la implementacién del algoritmo de regresién simbdlica planteado en el capitulo anterior.

3.1 Planteamiento de los casos de estudio

Como ya se menciond al finalizar el capitulo 1, para el presente trabajo se seleccionaron
cuatro locaciones costeras en diferentes regiones. En dichas locaciones se escogidé una
estaciébn meteorolégica que contase con datos continuos para varios afios y que
contuviesen diferentes variables meteorolégicas con las cuales se pudiese alimentar el
modelo de regresién simbdlica que se presentdé en el capitulo 2. Las locaciones

seleccionadas fueron:
= Caso de estudio 1: Isla O‘ahu, en el estado estadounidense de Hawai.

* Caso de estudio 2: Isla Gran Caiman, capital de Islas Caiman.

» Caso de estudio 3: San Andrés, en el archipiélago de Colombia.

= Caso de estudio 4: Talcahuano, Chile.
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En [7] se hace referencia a que las variables meteorologica mas relevante para realizar
pronosticos en la generacion de potencia por parques eolicos que ademas de la velocidad
del viento son: temperatura, presion y densidad de aire. Adicionalmente, en [20] se
encontré que las variables mas analizadas en pronosticos de viento son, ademas de las
variables antes mencionadas, la potencia generada, radiacion y precipitacion. Por otra
parte, en [43] se discute sobre la importancia o no de contemplar la direccion del viento
para plantas de generacién edlica, concluyendo que de la revisidn de referencias realizada
en dicho estudio esta variable no tiene influencia significativa en la generacién de energia,
sin embargo si debe ser considerada para el micro-emplazamiento del parque de

generacion.

Teniendo en cuenta lo anterior, para el presente trabajo se tuvieron en cuenta los valores
maximos, promedios y minimos por dia de las siguientes variables meteoroldgicas:

temperatura, humedad, presion, punto de rocio y velocidad del viento.

Se tomaron datos de promedios diarios de las diferentes variables meteoroldgicas con las
gue se contaban en la fuente de datos mencionada en la seccién 1.2. Los conjuntos de
datos utilizados tienen al menos tres afios de datos historicos; una de las ventajas de la
programacion genética es su flexibilidad ante el caso de que la informacion con la que se
cuente no se encuentre completa [32]. Para los casos de estudio 1 y 3 se cuenta con un
conjunto de 1304 dias de datos para cada uno, equivalente a aproximadamente tres afios
y medio de histéricos meteorolégicos consecutivos; por otra parte, para el caso de estudio
2 se cuenta con datos de 1155 dias, equivalente a tres afios y dos meses de histéricos
consecutivos; por otra parte, para el caso de estudio 4 se cuenta con 749 dias de
informacion repartidos en tres afos, por lo cual este conjunto de datos contiene grandes
vacios de informacién historica. A nivel general, los datos utilizados van desde el afio 2017
hasta los primeros meses del afio 2020. En la Tabla 3.1 se presenta un resumen de lo

anterior.
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Tabla 3.1: Cantidad de datos por caso de estudio

Ano Cantidad de datos por caso de estudio
Casol Caso 2 Caso 3 Caso 4
1: 2017 365 365 365 184
2:2017- 730 730 730 383
2018
3:2017- 1304 1155 1304 749
2020

3.2 Resultados obtenidos de los casos de estudio

Teniendo en cuenta que el tercer objetivo especifico propuesto para el presente trabajo
contempla la decision de un nimero apropiado de datos de entrenamiento y prueba para
el algoritmo propuesto, el primer paso previo a la implementacion del algoritmo fue dividir
los conjuntos de datos de cada ubicacion y agruparlos variando la cantidad de datos para
evaluar el funcionamiento del algoritmo en varios periodos de tiempo y para cada subgrupo
de datos se realiz6 la variacion de los datos destinados al entrenamiento y a la validacion

del algoritmo.

Si bien la segmentacién de los datos por periodos de tiempo estéa fuera del alcance de los
objetivos propuestos de la tesis, realizar este ejercicio da la posibilidad de evaluar el
desempefio del algoritmo en la elaboracién de prondsticos de vientos en un horizonte de
aproximadamente tres afios y de esta manera determinar si puede ser utilizado en la
planeacion y disefio de nuevas plantas edlicas y para realizar la programacion de

mantenimientos a mediano y largo plazo.

En este orden de ideas, se evalud el desempefio del algoritmo para cada ubicacion en
conjuntos de datos de 1, 2 y 3 afios. Luego, para cada conjunto de datos se varid la
cantidad de datos ingresados para el entrenamiento y prueba. En la revision del estado del
arte realizada en [20] se encontr6 que mas del 80% de los estudios realizados en
pronosticos de viento toman mas del 60% de los datos para entrenamiento de los

diferentes algoritmos utilizados; teniendo en cuenta lo anterior, para el presente trabajo se
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realizaron pruebas tomando como punto de inicio tomar el 30% de los datos de cada caso

para el entrenamiento del algoritmo.

3.2.1 Resultados caso de estudio 1

= PBase de datos de un afio
A continuacién, en la Tabla 3.2 se presenta el consolidado de los resultados de los
prondsticos realizados teniendo en cuenta una base de datos de un afio, en el cual se varia
la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.2: Resultados de prondsticos del caso de estudio 1 para un afio.

Ubicacion 1
o % de ' .
) Cantidad % de datos datos Cantidad de Cantidad Error Error

Anos para Datos de Datos . .

de Datos . para . . Entrenamiento | Inferencia
Entrenamiento Inferencia Entrenamiento | Inferencia

95% 5% 347 18 8,15% 10,07%

90% 10% 329 36 8,12% 9,48%

1 365 80% 20% 292 73 8,04% 9,08%

70% 30% 256 109 8,10% 8,66%

50% 50% 183 182 8,52% 8,33%

30% 70% 110 255 8,82% 9,04%

En las Figura 3-1, Figura 3-2 y Figura 3-3 se presentan las graficas obtenidas donde se
puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados

para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.
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Figura 3-1:  Prondsticos de velocidades de viento para el caso de estudio 1 para el caso
de un afio de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-2:  Prondsticos de velocidades de viento para el caso de estudio 1 para el caso
de un afio de datos con un porcentaje de datos de entrenamiento del 50%.
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Notese que para este para el caso de estar evaluando un afio en el caso mas extremo que
es donde so6lo se toma el 30% de los datos con los que se cuentan para el entrenamiento
del algoritmo, se requieren 110 datos, equivalentes aproximadamente tres meses de datos

histéricos y con esto se puede hacer la proyeccion ocho meses.
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Figura 3-3:  Prondsticos de velocidades de viento para el caso de estudio 1 para el caso
de un afio de datos con un porcentaje de datos de entrenamiento del 30%.
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Enla jError! No se encuentra el origen de la referencia. se presentan los resultados de
los pronésticos de viento realizados para los conjuntos de datos de la locacién 2 variando
las cantidades de datos para entrenamiento y prueba. Por su parte, en la jError! No se
encuentra el origen de la referencia. se presenta el consolidado de las diferentes
pruebas realizadas para cada conjunto de datos por afio variando los valores de

entrenamiento y prueba, relacionando los errores resultantes de cada uno.

= Base de datos de dos afios

A continuacion, en la Tabla 3.3 se presenta el consolidado de los resultados de los
pronésticos realizados teniendo en cuenta una base de datos de dos afios, en el cual se
varia la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia

obtenida por medio del algoritmo de regresion.
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Tabla 3.3: Resultados de prondésticos del caso de estudio 1 para dos afios.

Ubicacion 1
% de dat % de Cantidadde | Cantidad
o Cantidad o de datos datos a adde a a Error Error
Anos para Datos de Datos . .
de Datos . para L . Entrenamiento | Inferencia
Entrenamiento Inferencia Entrenamiento | Inferencia
95% 5% 694 36 8,81% 9,27%
90% 10% 657 73 8,94% 8,64%
5 230 80% 20% 584 146 9,79% 9,21%
70% 30% 511 219 9,08% 8,99%
50% 60% 292 438 8,61% 9,42%
30% 70% 219 511 8,44% 9,41%

En las Figura 3-4, Figura 3-5 y Figura 3-6 se presentan las graficas obtenidas donde se
puede observar cémo es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-4:  Prondsticos de velocidades de viento para el caso de estudio 1 para el caso
de dos afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-5:

Prondsticos de velocidades de viento para el caso de estudio 1 para el caso

de dos afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-6:
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Prondsticos de velocidades de viento para el caso de estudio 1 para el caso

de dos afios de datos con un porcentaje de datos de entrenamiento del 30%.
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= Base de datos de tres afios

A continuacién, en la Tabla 3.4 se presenta el consolidado de los resultados de los
prondsticos realizados teniendo en cuenta una base de datos de tres afios, en el cual se
varia la cantidad de datos utilizados para el entrenamiento y la validacién de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.4: Resultados de prondsticos del caso de estudio 1 para tres afios.
Ubicacion 1
o % de . .
) Cantidad % de datos datos Cantidad de Cantidad Error Error
Anos para Datos de Datos . .
de Datos . para . . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia

95% 5% 1239 65 8,74% 8,33%

90% 10% 1174 130 8,74% 8,03%

3 1304 80% 20% 1043 260 8,89% 7,88%
70% 30% 913 391 10,50% 9,61%

56% 44% 730 574 8,87% 8,44%

30% 70% 391 913 10,65% 10,98%

En las Figura 3-7, Figura 3-8 y Figura 3-9 se presentan las graficas obtenidas donde se
puede observar cémo es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados

para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.
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Figura 3-7:  Prondsticos de velocidades de viento para el caso de estudio 1 para el caso
de tres afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-8:  Prondsticos de velocidades de viento para el caso de estudio 1 para el caso
de tres afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-9:

de tres afios de datos con un porcentaje de datos de entrenamiento del 30%.
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3.2.2 Resultados caso de estudio 2

= Base de datos de un afio
A continuacién, en la Tabla 3.5 se presenta el consolidado de los resultados de los
prondsticos realizados teniendo en cuenta una base de datos de un afio, en el cual se varia
la cantidad de datos utilizados para el entrenamiento y la validacién de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.5: Resultados de prondsticos del caso de estudio 2 para un afio.
Ubicacién 2
o % de . .

) Cantidad % de datos datos Cantidad de Cantidad Error Error

Aios para Datos de Datos . .
de Datos . para . . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia

95% 5% 347 18 10,97% 8,91%
90% 10% 329 36 7,50% 7,22%
1 365 80% 20% 292 73 8,01% 7,74%
70% 30% 256 109 7,15% 8,42%
50% 50% 183 182 6,41% 8,74%
30% 70% 110 255 7,60% 9,22%
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En las Figura 3-10, Figura 3-11 y Figura 3-12 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores

reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados

para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-10: Prondsticos de velocidades de viento para el caso de estudio 2 para el caso

de un afio de datos con un porcentaje de datos de entrenamiento del 90%.

0 50

20

100

Last generation inference (training data)

error: 0.0750

200
data

Last generation inference (test data)

error: 0.0722

—target
inference | |

300 350

target
inference

20 25
data

30

3 40



Capitulo 3 29

Figura 3-11: Prondsticos de velocidades de viento para el caso de estudio 2 para el caso
de un afio de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-12: Prondsticos de velocidades de viento para el caso de estudio 2 para el caso
de un afio de datos con un porcentaje de datos de entrenamiento del 30%.
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= Base de datos de dos afos
A continuacién, en la Tabla 3.6 se presenta el consolidado de los resultados de los

pronosticos realizados teniendo en cuenta una base de datos de dos afios, en el cual se
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varia la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.6: Resultados de prondsticos del caso de estudio 2 para dos afos.

Ubicacion 2
% de datos % de Cantidad de Cantidad
o Cantidad datos Error Error
Aios para Datos de Datos . .
de Datos . para L . Entrenamiento | Inferencia
Entrenamiento Inferencia Entrenamiento | Inferencia
95% 5% 694 36 8,49% 8,33%
90% 10% 657 73 14,08% 15,53%
5 730 80% 20% 584 146 8,86% 10,77%
70% 30% 511 219 7,42% 13,96%
50% 50% 365 365 7,67% 10,76%
30% 70% 219 511 6,86% 9,14%

En las Figura 3-13, Figura 3-14 y Figura 3-15 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.
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Figura 3-13: Prondsticos de velocidades de viento para el caso de estudio 2 para el
caso de dos afos de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-14: Prondsticos de velocidades de viento para el caso de estudio 2 para el
caso de dos afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-15: Prondsticos de velocidades de viento para el caso de estudio 2 para el
caso de dos afos de datos con un porcentaje de datos de entrenamiento del 30%.
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A continuacion, en la
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Tabla 3.7 se presenta el consolidado de los resultados de los prondsticos realizados
teniendo en cuenta una base de datos de tres afios, en el cual se varia la cantidad de datos
utilizados para el entrenamiento y la validacion de la inferencia obtenida por medio del

algoritmo de regresion.

Tabla 3.7: Resultados de pronésticos del caso de estudio 2 para tres afios.
Ubicacion 2
o % de . -
) Cantidad % de datos datos Cantidad de Cantidad Error Error
Afos para Datos de Datos . .
de Datos . para ., . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia

95% 5% 1097 58 8,63% 8,61%

90% 10% 1040 115 14,79% 16,38%

3 1155 80% 20% 924 231 8,04% 8,91%
70% 30% 809 346 8,58% 10,36%

50% 50% 578 577 7,97% 10,06%

30% 70% 347 808 7,59% 9,43%
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En las Figura 3-16, Figura 3-17 y Figura 3-18 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-16: Prondsticos de velocidades de viento para el caso de estudio 2 para el
caso de tres afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-17: Prondsticos de velocidades de viento para el caso de estudio 2 para el caso
de tres afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-18: Prondsticos de velocidades de viento para el caso de estudio 2 para el caso
de tres afios de datos con un porcentaje de datos de entrenamiento del 30%.
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3.2.3 Resultados caso de estudio 3

*» Base de datos de un afio
A continuacién, en la Tabla 3.8 se presenta el consolidado de los resultados de los
pronésticos realizados teniendo en cuenta una base de datos de un afio, en el cual se varia
la cantidad de datos utilizados para el entrenamiento y la validacién de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.8: Resultados de prondsticos del caso de estudio 3 para un afio.

Ubicacion 3
o % de . -
) Cantidad % de datos datos Cantidad de Cantidad Error Error
Anos para Datos de Datos . .
de Datos . para i . Entrenamiento | Inferencia
Entrenamiento Inferencia Entrenamiento | Inferencia

95% 5% 347 18 20,07% 11,40%
90% 10% 329 36 14,11% 14,47%
1 365 80% 20% 292 73 13,80% 16,63%
70% 30% 256 109 12,57% 17,55%
50% 50% 183 182 14,21% 18,77%
30% 70% 110 255 9,14% 18,71%

En las Figura 3-19, Figura 3-20 y Figura 3-21 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.
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Figura 3-19: Prondsticos de velocidades de viento para el caso de estudio 3 para el
escenario de un afio de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-20: Prondsticos de velocidades de viento para el caso de estudio 3 para el
escenario de un afio de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-21: Prondsticos de velocidades de viento para el caso de estudio 3 para el
escenario de un afio de datos con un porcentaje de datos de entrenamiento del 30%.
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= Base de datos de dos afios
A continuacién, en la Tabla 3.9 se presenta el consolidado de los resultados de los
prondsticos realizados teniendo en cuenta una base de datos de dos afios, en el cual se
varia la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.9: Resultados de prondsticos del caso de estudio 3 para dos afios.

Ubicacién 3
% de dat % de Cantidad d Cantidad
- Cantidad o de datos datos antidad de antida Error Error
Anos para Datos de Datos . .
de Datos . para . . Entrenamiento | Inferencia
Entrenamiento Inferencia Entrenamiento | Inferencia
95% 5% 694 36 11,84% 8,05%
90% 10% 657 73 13,10% 8,97%
5 230 80% 20% 584 146 12,49% 12,15%
70% 30% 511 219 11,96% 11,31%
50% 50% 365 365 13,93% 11,34%
30% 70% 219 511 11,58% 14,11%

En las Figura 3-22, Figura 3-23 y Figura 3-24 se presentan las graficas obtenidas donde

se puede observar como es el comportamiento de la inferencia obtenida contra los valores
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reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-22: Pronosticos de velocidades de viento para el caso de estudio 3 para el
escenario de dos afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-23: Prondsticos de velocidades de viento para el caso de estudio 3 para el
escenario de dos afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-24: Pronosticos de velocidades de viento para el caso de estudio 3 para el
escenario de dos afos de datos con un porcentaje de datos de entrenamiento del 30%.
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= Base de datos de tres afios
A continuacion, en la Tabla 3.10 se presenta el consolidado de los resultados de los
prondsticos realizados teniendo en cuenta una base de datos de tres afios, en el cual se
varia la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia

obtenida por medio del algoritmo de regresion.

Tabla 3.10: Resultados de prondsticos del caso de estudio 3 para tres afos.
Ubicacién 3
% de
. % de datos Cantidad de Cantidad
Afos Cantidad para datos Datos de Datos Error. Error .
de Datos . para . . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia
95% 5% 1239 65 12,44% 10,83%
90% 10% 1174 130 11,23% 9,45%
3 1304 80% 20% 1043 261 11,47% 9,23%
70% 30% 913 391 13,52% 14,83%
50% 50% 652 652 11,56% 9,71%
30% 70% 391 913 13,95% 12,11%

En las Figura 3-25, Figura 3-26 y Figura 3-27 se presentan las graficas obtenidas donde

se puede observar como es el comportamiento de la inferencia obtenida contra los valores
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reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-25: Prondsticos de velocidades de viento para el caso de estudio 3 para el
escenario de tres afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-26: Pronodsticos de velocidades de viento para el caso de estudio 3 para el
escenario de tres afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-27: Prondsticos de velocidades de viento para el caso de estudio 3 para el

escenario de tres afios de datos con un porcentaje de datos de entrenamiento del 30%.
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3.2.4 Resultados caso de estudio 4

= Base de datos de un afo

A continuacion, en la Tabla 3.11 se presenta el consolidado de los resultados de los

pronésticos realizados teniendo en cuenta una base de datos de un afio, en el cual se varia

la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia

obtenida por medio del algoritmo de regresion.
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Tabla 3.11: Resultados de pronésticos del caso de estudio 4 para un afio.
Ubicacion 4
o % de . -
) Cantidad % de datos datos Cantidad de Cantidad Error Error
Aios para Datos de Datos . .
de Datos . para i . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia
1 184 - - - - - -
90% 10% 166 18 12,11% 8,21%
80% 20% 147 37 12,33% 11,04%
70% 30% 129 55 12,86% 9,99%
50% 50% 92 92 12,96% 11,30%
30% 70% 55 129 9,92% 25,56%

En las Figura 3-28, Figura 3-29 y Figura 3-30 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-28: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de un afio de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-29: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de un afio de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-30: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de un afio de datos con un porcentaje de datos de entrenamiento del 30%.
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= Base de datos de dos afios

A continuacion, en la Tabla 3.12 se presenta el consolidado de los resultados de los

prondsticos realizados teniendo en cuenta una base de datos de dos afios, en el cual se
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varia la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia
obtenida por medio del algoritmo de regresion.

Tabla 3.12: Resultados de pronésticos del caso de estudio 4 para dos afos.
Ubicacién 4
o % de . .
) Cantidad % de datos datos Cantidad de Cantidad Error Error
Aios para Datos de Datos . .
de Datos . para i . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia

? 383 95% 5% 364 19 10,59% 8,45%
90% 10% 345 38 10,69% 8,48%

80% 20% 306 77 11,47% 8,77%

70% 30% 268 115 10,88% 9,97%

50% 50% 192 191 11,64% 10,42%

30% 70% 115 268 13,79% 10,76%

En las Figura 3-31, Figura 3-32 y Figura 3-33 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-31: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de dos afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-32: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de dos afos de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-33: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de dos afios de datos con un porcentaje de datos de entrenamiento del 30%.
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= Base de datos de tres afios
A continuacion, en la Tabla 3.13 se presenta el consolidado de los resultados de los

pronosticos realizados teniendo en cuenta una base de datos de tres afios, en el cual se
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varia la cantidad de datos utilizados para el entrenamiento y la validacion de la inferencia
obtenida por medio del algoritmo de regresion.

Tabla 3.13: Resultados de pronésticos del caso de estudio 4 para tres afios.

Ubicacion 4
% de dat % de Cantidad d Cantidad
o Cantidad o de datos datos antidad de antida Error Error
Aios para Datos de Datos . .
de Datos . para i . Entrenamiento | Inferencia
Entrenamiento . Entrenamiento | Inferencia
Inferencia
3 749 - - - - - -
90% 10% 674 75 9,46% 12,28%
80% 20% 599 150 9,73% 9,88%
70% 30% 524 225 15,66% 16,75%
50% 50% 375 374 10,52% 9,07%
30% 70% 225 524 11,12% 9,76%

En las Figura 3-34, Figura 3-35 y Figura 3-36 se presentan las graficas obtenidas donde
se puede observar como es el comportamiento de la inferencia obtenida contra los valores
reales ingresados al algoritmo para los casos donde los porcentajes de datos destinados
para el entrenamiento del algoritmo son del 90%, 50% y 30%, respectivamente.

Figura 3-34: Pronosticos de velocidades de viento para el caso de estudio 4 para el
escenario de tres afios de datos con un porcentaje de datos de entrenamiento del 90%.
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Figura 3-35: Prondsticos de velocidades de viento para el caso de estudio 4 para el
escenario de tres afios de datos con un porcentaje de datos de entrenamiento del 50%.
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Figura 3-36: Pronodsticos de velocidades de viento para el caso de estudio 4 para el
escenario de tres afios de datos con un porcentaje de datos de entrenamiento del 30%.
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3.3 Andlisis de resultados obtenidos

De las Tabla 3.2, Tabla 3.3 y Tabla 3.4, y de las Figura 3-1 a la Figura 3-9 se puede
observar que los errores obtenidos en las inferencias realizadas de los prondsticos
realizados para el caso de estudio 1 son inferiores a 11%; estando los errores mas altos
en el escenario donde se consideran tres afios de datos historicos. Por otra parte, los
escenarios donde se tuvieron en cuenta datos histéricos de uno y dos afios tienen unos
errores cercanos al 9% tanto para el caso de errores de entrenamiento como de la

inferencia realizada.

Para el caso de estudio 2, de las Tabla 3.5 a Tabla 3.7 y de las Figura 3-10 a la Figura
3-18 se aprecia que los errores de este caso de estudio se encuentran en promedio en
valores del orden de 8% para los errores de entrenamiento, mientras que los errores
asociados a la inferencia se encuentran en promedio al 10%. Presentando un error maximo
en el entrenamiento del algoritmo del 14,7% en el escenario donde se contempld la base
de datos de dos afios, y el error maximo en las inferencias obtenidas se present6 en el
escenario donde se evalud la base de datos de tres afios, con un valor de 16,3%.

Por otra parte, de las Tabla 3.8, Tabla 3.9 y Tabla 3.10, y de la Figura 3-19 a la Figura
3-27 se tiene el caso de estudio 3, donde los errores fueron mayores a los obtenidos que
en el caso anterior, sin embargo el error maximo obtenido entre las inferencias realizadas
se encuentra en un 18,7%, y el error maximo para el entrenamiento del algoritmo esta en
20%. Para este caso de estudio se tiene que los errores mas grandes tanto en inferencia
como en entrenamiento se encuentran en el escenario donde se evalué un afio de datos
experimentales o datos histéricos. Sin embargo, en promedio los valores de los errores

obtenidos para este caso de estudio se encuentran cercanos al 13%.

Finalmente, para el caso de estudio 4 se tienen las Tabla 3.11, Tabla 3.12y Tabla 3.13, y
desde la Figura 3-28 hasta la Figura 3-36, de donde se puede observar que en promedio
los errores de entrenamiento y de inferencia se encuentran en valores cercanos al 11%;
sin embargo, es en este caso de estudio donde se presento el error mas alto de inferencia
entre todas las diferentes pruebas realizadas, con un valor de 25%; este valor se presentd

en el escenario donde se evalué una base de datos con histdricos de un afo.
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En cualquier caso, aun cuando este fue el valor de error en inferencia mas alto de todas
las pruebas realizadas, en la Figura 3-30 se puede observar que el comportamiento del
gréfico de la inferencia sigue de cerca el gréfico con los valores histéricos ingresados al
algoritmo con base al cudl se realiza validacion de dicha inferencia. Ademas, en esta

misma figura se puede ver que el error asociado al entrenamiento es del 9,9%

Del caso de estudio 4 también es valido mencionar que este es el que menor cantidad de
datos histéricos contaba teniendo como referencia el mismo periodo de tiempo que los

demas casos de estudio evaluados.

Los errores obtenidos en el presente trabajo con la implementacion del algoritmo de
regresion simbolica son mejores que los resultados obtenidos en [44] y [45], donde se
implementaros metodologias de prediccion numérica del clima (NWP- por sus siglas en

inglés) y redes neuronales, en los cuales se tuvieron errores hasta del 33%.

Teniendo en cuenta lo anterior y con los valores de los errores obtenidos en las pruebas
realizadas en los cuatro casos de estudio contemplados en el presente trabajo, se tiene
gue una adecuada cantidad de datos para el entrenamiento del algoritmo seleccionado

esta en el orden del 30%.

En este orden de ideas, en el presente trabajo se probé con los escenarios contemplados
con bases de datos de un afio y tres afios que:
= Para el primer caso, con bases de datos de un afio, si se cuenta con tres meses de
datos histéricos se puede realizar un prondstico de las velocidades del viento
offshore de hasta 8 meses;
= Por otra parte, para el segundo escenario mencionado con bases de datos de tres
afos, si se cuenta con ceca de afio datos histéricos es posible con el algoritmo
utilizado realizar un pronéstico de velocidades de viento offshore de hasta dos

anos.

Con lo anteriormente planteado, se tiene que se cumpli6 el tercer objetivo especifico dado

gue se implemento el modelo de regresion simbdlica propuesto en diferentes conjuntos de
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datos para la generacion de prondsticos de vientos, decidiendo ademas un numero

apropiado de datos de entrenamiento y prueba.

3.4 Cumplimiento de los objetivos

A continuacion, en la Figura 3-37: Logro de objetivos por secciones del documento. se
hace una sintesis de como se alcanzé el cumplimiento de los objetivos propuestos a lo

largo del presente documento:
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Figura 3-37: Logro de objetivos por secciones del documento.
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4.Conclusiones y recomendaciones

4.1 Conclusiones

= El algoritmo genético de regresion simbolica hibrida implementado contempla
métodos matematicos de kernel que lo hacen versétil en la implementacion de
regresiones lineales evitando que se presenten matrices singulares que no

permitan el uso de este en determinados escenarios.

= Se obtuvieron cuatro conjuntos de datos meteorolégicos histéricos con base a los

cuales se pudieron realizar pronésticos de velocidades de vientos promedios.

= Se realiz6 de manera satisfactoria el planteamiento de un método de regresion
simbdlica con el cual se pueden realizar pronésticos de velocidades de vientos

promedio correlacionados a las variables meteoroldgicas con las que se disponia.

= Se implementé exitosamente el modelo de regresién simbdlica hibrida en cuatro
conjuntos de datos meteoroldgicos histéricos y se seleccion6é un nimero apropiado
de datos de entrenamiento y prueba para la elaboracion de prondsticos de

velocidades de viento promedio con el modelo planteado.

= Se probo la eficacia del algoritmo implementado tanto con bases de datos que
contenian informacion histoérica completa como también en el caso donde se

presentan bases de datos con las cuales no se cuenta con un histérico completo

» El algoritmo planteado puede ser implementado para realizar la planeacion a
mediano y largo plazo de las plantas de generacion edlica offshore: desde un

planeamiento en la etapa de disefio del proyecto hasta la planeacion de los
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mantenimientos siempre que se cuente con un conjunto de datos historicos

suficiente segun los objetivos a alcanzar.

4.2 Trabajos futuros

* Integrar una segunda etapa de optimizacion para minimizar los errores en las
inferencias elaboradas con el algoritmo de regresion simbdlica hibrida planteado en
el presente trabajo.

» Realizar la integracion de la velocidad del viento para seleccionar las mejores
ubicaciones donde instalar los aerogeneradores dentro de una planta edlica
offshore.

= Evaluar el potencial edlico offshore en las zonas costeras de Colombia y

Latinoamérica

= Realizar la integracion de generacion offshore a una micro-red para mejorar las
condiciones de calidad del servicio en zonas costeras o islas que presenten déficit

en este aspecto del servicio.



A. Anexo: Algoritmo de regresion
simbolica hibrido en Matlab

%% Symbolic regression algorithm (HYBRID VERSION)
% Description: this code executes a new multigene version of symbolic
regression algorithm which includes some concepts of no-linear
regression by means of

% kernel functions. The algorithm is executed on one of two
experimental data bases of industrial variables.

% It is made to build a model which estimates the value of
some variable from auxiliar ones.

% The first data base consists in a pH neutralization
process data and the second one in a concrete quality data.

% You need to configure some parameters and choice the data
base you want to work with.

% The final result is a plot of the estimation given by the

best models found in the first, the last and the best generation.

clear all; close all; clc;

data = 40
$If data = 1, data base 1 is loaded

if data == 39

M = xlsread('WindCayman 3.xlsx');
nx= M(293:end, l:end-1);

ny= M(293:end,end) ;

x = M(1:292,1:end-1);

y = M(1:292,end) ;

end
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if data == 40
M = xlsread('WindSanAndres 2.xlsx');
nx= M(220:end, l:end-1);

ny= M(220:end,end) ;

X = M(1:219,1:end-1);

y = M(1:219,end);

end

if data == 41

M = xlsread('WindKailuaHawuai 1.xlsx');

nx= M(106:end,l:end-1);

ny= M(106:end, end);

x = M(1:105,1:end-1);
y = M(1:105,end);

end

if data == 42

M = xlsread('WindTalcahuano');
nx= M(76:end,l:end-1);

ny= M(76:end,end) ;

x = M(1:75,1:end-1);
y = M(1:75,end) ;

end

configuration.data.test data input = nx;
configuration.data.test data output = ny;
configuration.data.train data input = x;
configuration.data.train data output = y;

$Knowing number of experimental observations and variables we are
working with.

configuration.data.num cases =
size(configuration.data.train data input,1);
configuration.data.num independent vars =
size(configuration.data.train data input,2);

configuration.population size = 50 %50

$Amount of individuals or potential solutions in the population.
configuration.num generations = 150 %36

$Number of generations or iterations we want the algorithm to run.
configuration.num max genes = 4;

$Maximum number of genes per individual.
configuration.depth max initial = 5;

%$Individuals' maximum length at the beginning of the process.
configuration.depth max created = 6;

%$Individuals' maximum length after any genetic operation.
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%Genetic operations configuration
%Genetic operations probabilities. The sum of all probabilities MUST be
1!

configuration.crossover.probability = 0.9;
configuration.reproduction.probability = 0.1;
configuration.mutation.probability = 0;
configuration.permutation.probability = 0;
configuration.edition.frequency = 0;

$Edition frequency must be less than num generations. If it is greater,
edition

%never happens.

configuration.encapsulation.probability = 0;
configuration.initial decimation = 0;
%1 = active, 0 = inactive. If active, decimation is performed in

generation O.

configuration.decimation.percentage = 10;

%[0 100%] percentage of individuals to be conserved after fitness
calculation in

%$generation 0.
configuration.elitist.percentage = 10;
%$[0-100%] if it is greater than cero elitist strategy is active.

B T Cualitative

configuration.generative mode = 2;
$Way to build tree structures. 1='full', 2='grow', 3='ramped half and
half"'.

% Selection operation configuration
%$1="'fitness proportional', 2='tournament', 3='ranking'

configuration.selection.mode for reproduction = 1;
configuration.selection.mode for crossover pl = 1;
configuration.selection.mode for crossover p2 = 1;
configuration.selection.mode for mutation = 1;
configuration.selection.mode for permutation = 1;
configuration.selection.mode for encapsulation = 1;

configuration.selection.mode for decimation = 1;

configuration.selection.tournament candidats = 2;

%It is important only if selection mode is 'tournament'.
configuration.selection.rank pressure = 2;

%Values in the range [1,2]. It is importat only if selection mode is
'ranking'.

configuration.selection.mating pool = 1;

%$1l=active 0O=inactive (when proportional fitness selection) if it is
active all

%selection methods are the same.
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$Define functions and mathematical operations used to build the
structures.

configuration.functions.names =

{"times"', 'minus', 'plus', 'rdivide', '"tanh',
psqgrt', 'plog'};
configuration.functions.symbols =
Char('A','B','C','D','E','F','G','H','I','J','K‘);
configuration.functions.active = logical([1 1 1 1 1 1 1 1 1 1 17);
%0nly those which are '1l' are taken into account.
configuration.functions.num active =

numel (find (configuration.functions.active));

sin',"'

cos','exp', 'pdivision',

$Looking for the number of input arguments for every function.

for fun = l:length(configuration.functions.names)
configuration.functions.num arguments (fun) =

nargin(configuration.functions.names{fun});

end

configuration.kernel.type = 'linear';

%$Kernel to use in inference calculations. It can be 'linear',6 'fast
gaussian' or

%'Polynomial'.

configuration.kernel.lambda = 0.1;

%$Compensation parameter in the dual representation of linear regressiédn
with

%$regularization.

configuration.solution mode = 1;
%$1l=best solution in the last generation, 2=best solution among all
generations.



Anexo A. Algoritmo de regresion simbdlica hibrido en Matlab 59

Il
o
~

edition control

s T T T T STEP 1. Building
the initial population ---------------—---—-—-"——-"——-"—"—~—"—~—~—~—~—~—~—~—(——————————————

initial population =
initial population creation multigene (configuration); %Creating an
initial population without identical individuals.

if any(cellfun(@isempty,initial population)) == 0
$If every individual was initialized

population.individuals = initial population;

$Scoring each individual of the initial population.
population = scoring population multigene (population,configuration);

%$If decimation option is active only some percentage of the population
is kept.
if configuration.initial decimation == 1
[population,configuration] =
decimation operation(population,configuration);
population =
scoring population multigene (population,configuration);
end

instance = configuration.data.num cases;

%It is executed iteratively
for generation=l:configuration.num generations

generation
edition control = edition control + 1;

%Keeping in memory the best expression by generation with its scores.
best score = max([population.scores.normalized]);
best id = find([population.scores.normalized] == best score);
register (generation) .best individual =
population.individuals{best id (1) };
register (generation) .coefficients =
population.coefficients{best id(1l)};
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register (generation) .best scores =
population.scores (best id(1));
register (generation) .mean score = mean([population.scores.raw]);

$Sampling data base to avoid over-fitting and reduce computational cost.
if mod(generation,?2)==

instance = ceil (configuration.data.num cases*rand);

configuration.data.train data input = x(l:instance,:);

configuration.data.train data output = y(l:instance,:);
else

configuration.data.train data input = x(instance:end,:);

configuration.data.train data output = y(instance:end, :);

end

%Creating a new population by applying genetic operations.
[population,configuration] =
create new population multigene (population,configuration);

%Scoring the individuals of the new population.

population =
scoring population multigene (population,configuration);

%$If edition option is active, individuals are evaluated and simplified.

if edition control == configuration.edition.frequency
population =
editing population multigene (population,configuration);
edition control = 0;
end

end

configuration.data.train data input = x;
configuration.data.train data output = y;

generation scores=[register(:).best scores];
[~,generation id]=min ([generation scores.raw]);

%$Evaluating the solution with the whole database.

[~,~,register (generation) .coefficients] =

scoring individual multigene (register (generation) .best individual,config
uration.data.train data input,configuration.data.train data output,confi
guration);

[~,~,register (generation_id) .coefficients] =

scoring individual multigene (register (generation id) .best individual,con
figuration.data.train data input,configuration.data.train data output,co
nfiguration);
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if configuration.solution mode == 1

%$Finding the best solution in the last generation.

solution =
convert symZstr (register(generation) .best individual,configuration);
coefficients = register (generation).coefficients;

else

%$Finding the best solution among all the generations.
solution =

convert sym2str (register(generation id) .best individual, configuration);
coefficients = register(generation id).coefficients;

end

figured4=figure('Color',[1 1 1], 'Name', 'Results', '"Position', [50 170
400 4001]);

$Inference with training data
prediction =
making inference(register(l) .best individual,register(l).coefficients,co
nfiguration.data.train data input,configuration);
error = mean (abs((configuration.data.train data output-
prediction) ./prediction));

subplot(2,1,1)

plot (configuration.data.train data output)

hold on;

plot (prediction, 'r")

xlabel ('data'), ylabel ('output'), title(sprintf('First generation
inference (training data) \n error: %$1.4f % ', error))

legend ('target', "inference')
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%$Inference with test data
prediction =
making inference (register(l) .best individual,register(l).coefficients,co
nfiguration.data.test data input,configuration);
error = mean(abs((configuration.data.test data output-
prediction) ./prediction));

subplot(2,1,2)

plot (configuration.data.test data output)

hold on;

plot (prediction, 'r')

xlabel ('data'), ylabel ('output'), title(sprintf('First generation

inference (test data) \n error: %1.4f % ', error))
legend('target', 'inference')

figureb=figure('Color',[1 1 1], 'Name', "Results', 'Position', [480 170
400 4001);

$Inference with training data
prediction =
making inference (register (generation) .best individual, register (generatio
n) .coefficients,configuration.data.train data input,configuration);
error = mean (abs((configuration.data.train data output-
prediction) ./prediction));

subplot(2,1,1)

plot (configuration.data.train data output)

hold on;

plot (prediction, 'r")

xlabel ('data'), ylabel('output'), title(sprintf('Last generation

inference (training data) \n error: %1.4f % ', error))
legend('target', '"inference')

$Inference with test data
prediction =
making inference (register (generation) .best individual, register (generatio
n) .coefficients,configuration.data.test data input,configuration);
error = mean (abs((configuration.data.test data output-
prediction) ./prediction));

subplot(2,1,2)

plot (configuration.data.test data output)

hold on;

plot (prediction, 'r')

xlabel ('data'), ylabel ('output'), title(sprintf('Last generation
inference (test data) \n error: %1.4f % ', error))

legend ('target', 'inference')
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figure6=figure('Color',[1 1 1], 'Name', 'Results', '"Position', [910 170
400 400]);

$Inference with training data
prediction =
making inference(register (generation id) .best individual, register (genera
tion id) .coefficients,configuration.data.train data input,configuration)
error = mean (abs((configuration.data.train data output-
prediction) ./prediction));

subplot(2,1,1)

plot (configuration.data.train data output)

hold on;

plot (prediction, 'r'")

xlabel ('data'), ylabel ('output'), title(sprintf('$i”{th} generation

inference (training data) \n error: $1.4f % ', generation id, error))
legend ('target', 'inference')

%$Inference with testing data
prediction =
making inference (register (generation id) .best individual, register (genera
tion id) .coefficients,configuration.data.test data input,configuration);
error = mean (abs((configuration.data.test data output-
prediction) ./prediction));

subplot(2,1,2)

plot (configuration.data.test data output)

hold on;

plot (prediction, 'r'")

xlabel ('data'), ylabel ('output'), title(sprintf('%i”{th} generation

inference (test data) \n error: %1.4f $ ', generation id, error))
legend('target', 'inference')

else

error ('There are problems building the initial population. Try with
other parameters')
end
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