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Bogotá, D.C.

Febrero de 2019



3

T́ıtulo en español

Estimación de efectos causales usando inferencia basada en el diseño para estudios
observacionales que utilizan Propensity Score Matching

Title in English

Causal effects estimation using design-based inference for observational studies under
Propensity Score Matching techniques

Resumen: Las técnicas de inferencia causal aplicadas a la evaluación estad́ıstica de
los resultados de un experimento o estudio observacional constituyen una herramienta
de vital importancia en la toma de decisiones en diferentes campos del saber común.
Ejemplos naturales de este tipo de estudios son la evaluación del impacto de alguna
intervención poĺıtica o programa por parte del gobierno, o cuando se quiere evaluar el
efecto de un nuevo tratamiento médico, entre otros tipos de estudios. Sin embargo, es
común enfrentarse a problemas económicos, éticos o loǵısticos que restringen la posibili-
dad de asignar unidades a los tratamientos de manera estrictamente aleatoria (estudios
cuasi-experimentales). Adicionalmente, en muchas ocasiones no existe la posibilidad de
medir pos-tratamiento a todas las unidades en el estudio; razón por la cual es necesario
realizar la selección de una muestra probabiĺıstica que en algunos casos utilizan diseños
muestrales complejos con probabilidades de inclusión desiguales. Suponiendo ausencia de
un proceso de aleatorización que garantice el balanceo en las covariables medibles y no
medibles entre el grupo tratamiento y control, y bajo el escenario de trabajar con una
muestra probabiĺıstica, en este documento, se procedió a usar la técnica de Propensity
Score matching con el fin de conformar dos grupos balanceados con los cuales tuviera
sentido realizar comparaciones. Posterior a esto se evaluó el efecto del tratamiento
utilizando el estimador de diferencias DIF y el de diferencias en diferencias DIFDIF. Se
evaluaron diferentes estrategias de estimación cuando se incluyen los pesos de muestreo y
se analizó el efecto que puede tener el incorporarlos u omitirlos. Las ponderaciones para el
estimador consistieron en la combinación de las probabilidades de inclusión inducidas por
el diseño muestral junto a transformaciones de la medida de probabilidad inducida por
el propensity score, encontradas en la literatura. Para esto se trabajó bajo un esquema
de diseño en dos fases. Los resultados de las simulaciones, aśı como una aplicación al
conjunto de datos del Programa Todos a Aprender (PTA) del Ministerio de Educación
en Colombia, mostraron la importancia de usar las combinaciones de pesos muestrales
y de propensity score en la reducción del sesgo, ante diferentes tipos de composiciones
del soporte común entre los grupos control y tratamiento, diferentes tipos de diseños
muestrales y diferentes ajustes del modelo de propensity score.

Abstract: Causal inference techniques applied to the statistical evaluation of the results
of an experiment or an observational study constitutes a tool of vital importance when
taking a decision in several fields of knowledge. Natural examples of these types of
studies are analyzing of the impact for some public policy, program or intervention by the
government; also when you want to evaluate the effect of a new medical treatment, and
among others. However, in the practice, there are economic, ethic or logistic problems
which makes difficult to assign units to treatments in a random way (quasi-experimental
methodologies). In several occasions, when people want to evaluate these results there
is not a possibility to measure the whole set of units in the population; then, it is



necessary to draw a probabilistic sample which in the most of the cases is selected by
complex sampling designs with unequal inclusion probabilities. Assuming the absence of
a randomization process that guarantees the balance for measurable and non-measurable
covariates between the treatment and control group, when a probabilistic sample was
selected, the Propensity Score Matching technique was used in this document in order to
get two balanced groups for the purpose of making comparisons. After this, the treatment
effect was evaluated using the difference estimator DIF and the differences in differences
estimator DIFDIF. Different estimation strategies were evaluated when the sample
weights were included; furthermore, the effect of ignoring these weights was analyzed. The
weights for the estimator consisted in the combination of inclusion probabilities induced
by the sample design and a transformation of the probability measure induced by the
propensity score, these transformations were found in different papers. In order to develop
this, it was necessary to follow a scheme in two phase sampling. Simulation results, as
well as an application to actual data from the Todos a Aprender Program (PTA in
Spanish, it translates Everybody to Learn) of the Colombian Ministry of Education, show
the importance of using both sampling and propensity score weights in order to reduce
the bias, according to different types of compositions for the common support between
control and treatment groups, different sampling designs and different propensity score
models.

Palabras clave: Estudios observacionales, diseños muestrales, estimador de diferencias,
estimador de diferencias en diferencias, propensity score matching, muestreo en dos fases.

Keywords: Observational studies, sampling designs, diferences estimator, differences in
differences estimator, propensity score matching, two phase sampling.
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visiones y aportes técnicos, su ayuda fue indispensable para terminar este documento.
También quiero agradecer a mi colega y profesor Andrés Gutiérrez de quién fue la idea
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ÍNDICE GENERAL II

1.11. Ejemplo sobre inferencia causal en la evaluación de la efectividad de un
programa . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

2. Inferencia basada en el diseño muestral 16

2.1. Generalidades de los diseños muestrales . . . . . . . . . . . . . . . . . . . . . . . . . . 16

2.1.1. Notación inicial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16
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3.1. Metodoloǵıa para la inclusión de los pesos muestrales en propensity score
por matching . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26

3.1.1. Descripción de los pesos de ponderación . . . . . . . . . . . . . . . . . . . . . 27

3.2. Inclusión del diseño muestral cuando se utiliza el estimador DIF . . . . . . . . 29

3.2.1. Formulación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

3.3. Inclusión de los pesos dados por el propensity score en el estimador DIF . . . 30

3.3.1. Formulación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

3.4. Inclusión del diseño muestral en el estimador DIFDIF . . . . . . . . . . . . . . . 31

3.4.1. Formulación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

3.5. Inclusión de los pesos dados por el propensity score en el estimador DIF-DIF 32

3.5.1. Formulación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

3.6. Estimadores DIF y DIFDIF con propensity score en diseños MAS y πPT . . 34

3.6.1. El estimador DIF para diseño MAS . . . . . . . . . . . . . . . . . . . . . . . . 34

3.6.2. El estimador DIF para diseño πPT . . . . . . . . . . . . . . . . . . . . . . . . 35

3.6.3. El estimador DIFDIF para diseño MAS . . . . . . . . . . . . . . . . . . . . . 36
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Introducción

Los estudios que envuelven preguntas sobre causalidad han aumentado con el paso del
tiempo y se han extendido en prácticamente todos los campos de estudio, en particular,
en las ciencias sociales, epidemioloǵıa, estudios cĺınicos, en la toma de decisiones sobre
poĺıticas públicas, etc. Por ejemplo, se desea evaluar el resultado de un programa de
alimentación en el peso de un grupo de niños o se busca estimar el efecto de un nuevo
medicamento sobre alguna enfermedad card́ıaca.

Realizar inferencia causal requiere pensar en una intervención que se aplica a una
unidad (una persona, una empresa, un colegio) sobre la cual en un tiempo posterior se
podrá observar el resultado, dicha intervención o tratamiento puede estar compuesta de
varios niveles, incluido el nivel nulo que significa que no será intervenida. Dependiendo
de lo anterior, los elementos del estudio serán identificados como unidades tratamiento o
unidades control.

La inferencia causal tiene sus ráıces en el trabajo de Neyman (1923), en donde formal-
mente se presentó la notación del resultado potencial en experimentos aleatorios, parale-
lamente y teniendo como referencia lo desarrollado por Neyman, Fisher (1925) introdujo
la aleatorización como base para la inferencia razonada, posterior a esto, durante la déca-
da de 1970, en los trabajos de Rubin (1974, 1976, 1977, 1978) se expandió la inferencia
causal a un marco mucho más potente en el cual se puede abordar casos de estudios cuasi-
experimentales. Teniendo en cuenta esto, dentro del marco de trabajo de la inferencia
causal, se define Wi ∈ {0, 1} como la variable que indica si el i-ésimo individuo recibió el
tratamiento activo (Wi = 1) o recibió el tratamiento control (Wi = 0). Además, Y (0) y
Y (1) denotan los resultados potenciales dada la acción sobre el individuo (1 ó 0).

Kenett & Salini (2011) comentan que el marco de trabajo para los efectos causales se
define en dos partes: en la primera parte hablan del efecto causal desde el punto de vista
de la comparación de los resultados potenciales Y (0) y Y (1) y en la segunda parte hacen
referencia al mecanismo de asignación. Al respecto, Cox (1992) define una metodoloǵıa
estad́ıstica apropiada para abordar la medición, define un grupo tratamiento y un grupo
control y realiza una asignación aleatoria de los elementos experimentales a cada grupo.
De esta forma garantiza que:

E(Y (1)|W = 1)− E(Y (0)|W = 0) = 0

Es decir, la aleatorización permite eliminar el sesgo pre-tratamiento causado por las
caracteŕısticas propias de cada unidad experimental dentro del estudio. De esta forma para
realizar la evaluación de los efectos causales bastaŕıa en principio con utilizar todas las

VII
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técnicas estad́ısticas de comparación de medias. Sin embargo, esto es poco viable en la
práctica, por ejemplo, la evaluación de los efectos causales en los programas de inversión
pública es un tema de vital interés y de gran sensibilidad, en primer lugar, porque los
gobiernos destinan parte considerable de su presupuesto a financiarlos y en segundo lugar,
porque normalmente los beneficiarios son personas con caracteŕısticas particulares de vul-
nerabilidad. Por estas razones resulta impracticable la asignación aleatoria de personas al
programa, aśı que suele suceder que:

E(Y (1)|W = 1)− E(Y (0)|W = 0) < 0

Como es de esperarse las personas que son intervenidas presentan valores más bajos en
la variable respuesta. Por ejemplo, en un programa de subsidios de alimentos el gobierno
seleccionará a las personas con mayor desnutrición, luego si Y es el peso de las personas
es de esperarse que sea menor en las que fueron asignadas al programa.

Por lo anterior, para que tenga sentido las comparaciones el investigador deberá hacer
uso de herramientas estad́ısticas que le permitan construir grupos tratamiento y control
de caracteŕısticas similares en sus covariables, es decir, buscar balancear los grupos, de
modo que entre ellos sean lo más similares posibles, por ejemplo, para ver la efectividad
del programa de subsidios de alimentos, se debeŕıa comparar individuos de los mismos
ingresos económicos, del mismo genero, entre otro caracteŕısticas. Una alternativa para
lograr lo anterior, es abordar este problema bajo el marco de los experimentos naturales
o cuasi-experimentos haciendo uso de las covariables disponibles dentro del estudio.

Pese a que la aleatorización es la única herramienta que permite definir desde el diseño
que no hay sesgo, se han propuesto algunas técnicas estad́ısticas para que en ausencia de
este proceso se puedan obtener conclusiones confiables sobre los efectos causales replicando
tanto como sea posible, el proceso de aleatorización. En particular, para los estudios ob-
servacionales o cuasi-experimentales en donde el mecanismo de asignación sigue una forma
funcional desconocida, se ha desarrollado la metodoloǵıa del Propensity Score Matching,
técnica que se comenzó a trabajar desde 1940 y que ha tenidos sus mayores desarrollos
desde 1970, siendo formalizada por Rubin & Rosenbaum (1983). Este tipo de metodoloǵıa
consiste en definir una función e que es función de un vector de variables auxiliares X, tal
que con e(X) se logre obtener un puntaje de balanceo (referenciado en la mayoŕıa de textos
como balancing score), luego si la asignación al tratamiento es fuertemente ignorable dado
X, se tiene que la diferencia entre el grupo tratamiento y el control es una estimación
insesgada del efecto promedio del tratamiento. Rubin & Rosenbaum (1983) demostraron
que el propensity score es un balancing score.

Si las condiciones de balanceo se cumplen, las observaciones con el mismo propensity
score, que normalmente se modelan con un modelo loǵıstico lineal, debeŕıan tener la mis-
ma distribución sobre las covariables observables (y no observables). De esta manera, el
procedimiento de estimación de los efectos causales, consiste en estimar inicialmente el
propensity score sobre individuo tratamiento y control, posterior a esto, se realiza el pro-
ceso de matching sobre cada tratamiento con uno o varios controles que tengan un score
similar. Al final, se tiene un nuevo conjunto de datos emparejados, con el cual es posible
estimar el efecto del tratamiento garantizando la validez interna del estudio.

Es común que en este tipo de estudio una vez se ha hecho la intervención y se requiera
evaluar los resultados no se pueda obtener la medición Yi para todos los elementos trata-
dos y no tratados, dicho proceso en la mayoŕıa de casos resultaŕıa muy costoso y dif́ıcil
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de realizar. Luego, es necesario seleccionar una muestra con la cual se pueda evaluar la
efectividad de la intervención. Si la selección de dicha muestra se realiza con base en un
diseño muestral probabiĺıstico se tendrán que tener en cuenta dos casos:

• Si se selecciona la muestra mediante diseños muestrales no complejos, es decir, di-
seños donde los pesos muestrales son iguales para toda la muestra, por ejemplo, un
diseño MAS, se podŕıa pensar en no incluir dichos pesos en el proceso de estimación.

• Si se selecciona la muestra mediante diseños muestrales complejos, se tendŕıan pesos
de muestreo desiguales, por lo cual, se debeŕıa incluir dichos pesos en el proceso de
estimación (Binder, 2011). En la práctica, es más común encontrarse con muestras
que provienen de diseños complejos.

La inclusión de los pesos de muestreo al momento de realizar las estimaciones en este
tipo de estudios se suele omitir, como es descrito en DuGoff, Schuler & Stuart (2014),
algunas veces porque no es de interés generalizar los resultados o simplemente por omisión
metodológica a pesar de querer generar conclusiones poblacionales, en este último caso, los
resultados obtenidos pueden ser sesgados. Adicional a los pesos muestrales, en los estudios
cuasi-experimentales también se suele utilizar el inverso del propensity score como peso de
ponderación en el proceso de estimación (Lunceford & Davidian, 2004; Hirano et al., 2003).
En Ridgeway, Kovalchik, Griffin & Kabeto (2014) y DuGoff et al. (2014), realizan una
combinación entre estos dos tipos de pesos, muestrales y el inverso del propensity score,
con el fin de expandir los resultados a la población. Sin embargo, en la literatura no
suele utilizarse la combinación de estos dos tipos de pesos cuando previamente se realiza
propensity score matching, Gutiérrez & Rojas (2014) presentan una aproximación al tema
pero desde un enfoque para el tratamiento de la no respuesta.

En el presente documento se aborda la estimación de efectos causales con base en el
supuesto de la selección de una muestra aleatoria, con el objetivo de estimar el efecto del
tratamiento a nivel poblacional, bajo el marco de trabajo de la inferencia basada en el
diseño. Para esto, sobre la muestra seleccionada se aplica la metodoloǵıa de propensity
score matching, lo cual induce a la selección de una submuestra conformada por los ele-
mentos que se logren emparejar, el desarrollo anterior se asume como un diseño en dos
fases planteado en Särndal, Swensson & Wretman (1992), para el cual las ponderaciones
están dadas por la combinación de las probabilidades de inclusión inducidas por el diseño
muestral junto a transformaciones de la medida de probabilidad inducida por el propensity
score. Finalmente, se propone el uso del estimador ponderado de una sola diferencia DIF
y el estimador ponderado de diferencias en diferencias DIFDIF con el fin de estimar el
efecto del tratamiento. Con base en lo anterior, el objetivo principal de esta tesis consiste
en: Evaluar el uso de la inferencia basada en el diseño para la obtención de estimacio-
nes más robustas cuando se usa la metodoloǵıa de propensity score macthing en estudios
cuasi-experimentales.

Para dar alcance al objetivo planteado, este documento se estructura en 6 caṕıtulos.
En los caṕıtulos 1 y 2, se realiza una descripción de la metodoloǵıa de inferencia causal
y de la teoŕıa de inferencia basada en el diseño, respectivamente. En el caṕıtulo 3 se
presenta el desarrollo de la metodoloǵıa propuesta. Finalmente, para evaluar las bondades
de la propuesta se realiza un proceso de simulación de diferentes alternativas de diseños
muestrales sobre un conjunto de datos poblacionales simulados en el caṕıtulo 4 y en el
caṕıtulo 5 se aplica la metodoloǵıa propuesta para los datos sobre el programa de asistencia
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Todos a Aprender desarrollado por el Ministerio de Educación en Colombia. En el caṕıtulo
6 se presentan las principales conclusiones y se realiza una discusión con base en los
resultados obtenidos.



CAPÍTULO 1

Inferencia Causal

Es natural en el ser humano buscar asociaciones entre causa y efecto para tratar de
dar explicaciones a múltiples fenómenos. De esta forma, surgen declaraciones comunes
que aparecen como un intento de dar respuesta a preguntas que tienen una naturaleza
causal. Expresiones como “gracias a esas vitaminas mi salud ha mejorado”, “ese programa
de atención a la población habitante de calle ha mejorado la seguridad de la ciudad”,
son el resultado de análisis informales de causa y efecto. De una manera más rigurosa
y cient́ıfica muchos estudios en diferentes áreas del conocimiento se plantean problemas
que buscan dar respuesta a preguntas del tipo: ¿Cuáles son los efectos de los programas
de capacitación en el trabajo? ¿Cuáles son los efectos de las diferentes maneras de
proporcionar un servicio?, ¿Cuáles son los efectos de esta nueva medicación?, entre otras.

La inferencia causal se utiliza para medir los efectos de los datos experimentales y
observacionales. En este caṕıtulo se ofrece una visión general del enfoque para la estimación
de efectos causales basado en el concepto de resultados potenciales, que se deriva del
trabajo sobre los experimentos aleatorios de Fisher y Neyman en la década de 1920 y
que fue ampliado por Rubin en la década de 1970 a estudios no-aleatorizados, siendo esta
última lo de mayor interés en el presente estudio. Además, se describe la metodoloǵıa del
propensity score matching, y se presentan algunos de los estimadores que en la actualidad
se abordan frecuentemente en la evaluación de efectos causales, estos son: el estimador de
diferencias (notado como DIF) y el estimador de diferencias en diferencias (notado como
DIFDIF).

1.1. Causalidad

Un alto número de preguntas de investigación que surgen en los campos aplicados
son cuestiones causales, por ejemplo, el análisis de satisfacción del cliente, el efecto de
un tratamiento sobre la salud humana, el efecto de un programa del gobierno sobre el
bienestar de alguna subpoblación, etc. Para realizar análisis estad́ısticos fiables con los
cuales se logre dar respuesta a estas preguntas no basta con aplicar las metodoloǵıas
clásicas de comparación de medias o de modelos de regresión, es necesario adoptar un
marco de trabajo más amplio. Este enfoque se conoce comúnmente como el modelo causal

1
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de Rubin (Holland, 1986; Imbens & Rubin, 2010), después de una serie de trabajos de
Rubin (1974, 1975, 1976, 1977, 1978, 1979, 1980).

La causalidad utiliza como herramienta de trabajo el enfoque de los resultados poten-
ciales, dicho concepto ha recibido una creciente atención en los últimos años, y tiene sus
ráıces en el trabajo sobre experimentos aleatorios de Fisher (1925), en el cual se introdu-
ce la aleatorización como la base para la inferencia, y en el trabajo de Neyman (1923),
en donde se formaliza la notación de resultados potenciales en experimentos aleatorios.
A pesar de la aceptación casi inmediata a finales de la década de 1920 de la propuesta
de Fisher para los experimentos aleatorios y la notación de Neyman para los resultados
potenciales en los experimentos aleatorios, el marco aparentemente no se utilizó en ajustes
no aleatorios hasta los años setenta. De hecho, el enfoque de los resultados potenciales
fue ampliado por Rubin, y posteriormente desarrollado por otros autores, para aplicar a
estudios no aleatorios y formas de inferencia distintas de aquellas basadas en la aleatoriza-
ción. Tomó además otro cuarto de siglo antes de que el lenguaje y el razonamiento de los
resultados potenciales fueran aceptados ampliamente como la manera de definir y evaluar
los efectos causales (Mealli, Pacini & Rubin, 2011).

En la actualidad, la causalidad y el enfoque de los resultados potenciales ha sido acep-
tado y adoptado en muchos campos de conocimiento (epidemioloǵıa, estad́ıstica médica,
aśı como en las ciencias del comportamiento), y ha contribuido también a una convergen-
cia sustancial de métodos de estad́ıstica y econometŕıa, algunos autores con reconocidos
trabajos son: Angrist, Imbens & Rubin (1996), Dehejia & Wahba (1999), Heckman (2001),
Imbens & Wooldridge (2009).

El marco de trabajo en la inferencia causal tiene dos componentes claves. En primer
lugar, las comparaciones de los resultados potenciales y en segundo lugar, el mecanismo
de asignación definido expĺıcitamente como un modelo de probabilidad de cómo las uni-
dades reciben los diferentes niveles de tratamiento. En esta perspectiva, un problema de
inferencia causal se puede analizar como un problema de datos faltantes, donde el meca-
nismo de asignación está expĺıcitamente modelado como un proceso para revelar los datos
observados. Los supuestos sobre el mecanismo de asignación son cruciales para identificar
y derivar métodos para estimar los efectos causales.

“Una manera de establecer causalidad entre un programa y un resultado es emplear
métodos de evaluación de impacto a fin de descartar la posibilidad de que cualquier fac-
tor distinto del programa de interés explique el impacto observado”(Gertler, Mart́ınez,
Premand, Rawlings & Vermeersch, 2011). Las evaluaciones de impacto establecen hasta
qué punto un programa y sólo ese programa provoca un cambio en un resultado. Estas
metodoloǵıas son frecuentemente aplicadas en economı́a en evaluación de proyectos.

Otras visiones de causalidad han sido propuestas en la literatura. Por ejemplo, Pearl
(1995, 2000) utiliza un enfoque diferente, que combina aspectos de los modelos de ecua-
ciones estructurales y diagramas de trayectoria. Otra opinión es la causalidad de Granger-
Sims, que considera la causalidad esencialmente como un problema de predicción y es
utilizada principalmente por economistas en el análisis de series de tiempo.

1.2. Unidades, tratamiento y resultados potenciales

La inferencia causal requiere pensar de una acción expĺıcita (manipulación o interven-
ción) aplicada a una unidad bajo la cual se puede observar una variable de resultado (los
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resultados potenciales). Una unidad es un objeto f́ısico que puede ser, una persona, un
animal, una empresa, una subpoblación cualquiera de interés en un lugar y tiempo en
particular. Esta unidad puede ser sometida o expuesta a un tratamiento espećıfico o a
tratamientos alternativos. En particular, para este trabajo se va a utilizar la figura de dos
tratamientos, un tratamiento activo y un tratamiento de control, por ejemplo, suponga
que el gobierno aplica un programa de salud para rehabilitar a la población de habitantes
de calle, en este caso se diŕıa que las personas que ingresen al programa recibirán el trata-
miento activo y aquellas que no lo hagan tendrán el tratamiento control. En la literatura
se encuentran extensiones a más de un nivel de tratamiento o diferentes tratamientos y en
general, los autores coinciden en afirmar que esta extensión es conceptualmente sencilla.

Sea Wi la variable indicadora de recepción del tratamiento, con Wi = 1 si la unidad
está expuesta al tratamiento activo y Wi = 0 si está expuesta al tratamiento control,
los resultados potenciales consisten en asumir de manera teórica, que para la unidad i se
tienen los valores Yi(0) y Yi(1) (resultados potenciales para el grupo control y tratamiento
respectivamente), de manera tal que la diferencia Yi(1)−Yi(0) permitiŕıa calcular el efecto
del tratamiento para ese elemento, sin embargo, en la práctica sólo se cuenta con alguno de
los dos resultados, lo que se conoce como la paradoja de los efectos causales, por lo cual, pa-
ra esa unidad el resultado observable es Yi = Y (1)Wi+Y (0)(1−Wi), luego la metodoloǵıa
de estimación en la inferencia causal tanto experimental como cuasi-experimental consiste
en encontrar grupos de comparación de similares caracteŕısticas, lo que es conocido como
contrafactuales.

1.3. Parámetros a estimar

Como se mencionó en la sección anterior, para realizar estimaciones en el marco de la
inferencia causal se debe encontrar un grupo de individuos tratamiento y uno de control
de iguales caracteŕısticas. Con base en lo anterior, se define como parámetro de interés
al efecto medio del tratamiento (notado con sus siglas en inglés como ATE - Average
Treatment Effect):

ATE = E[Y (1)− Y (0)] (1.1)

Otro parámetro que suele ser de interés cuando únicamente se desea estimar el efecto
del tratamiento para el grupo de personas tratadas, es el efecto del tratamiento en los
tratados (notado como ATT - Average Treatment Effect):

ATT = E[Y (1)− Y (0)|W = 1] (1.2)

También se podŕıa evaluar el efecto del tratamiento en los controles, o por ejemplo, la
razón entre los valores promedios, sin embargo, en este trabajo este tipo de parámetros
no es de interés.

Respecto a la relación existente entre el efecto de tratamiento poblacional y el efecto
sobre los elementos tratados. Garćıa Nuñéz (2011), muestra que si bien en general se cum-
ple que el ATE es distinto del ATT, cuando los resultados potenciales son estad́ısticamente
independientes del tratamiento W , en śımbolos Y (1), Y (0) ⊥ W , estos dos estimadores
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coincidirán. El otro caso en el cual serán iguales es el caso trivial en donde todos los
elementos sean tratados.

Lo anterior, en términos del objetivo de este estudio y en general de los estudios de
efectos causales tiene mucha relevancia, porque implica que en el caso de una asigna-
ción aleatoria de los elementos al tratamiento estos dos parámetros podrán ser estimados
haciendo uso de la misma estad́ıstica, y en el caso de estudios cuasi-experimentales, bas-
tará con garantizar que Y (1), Y (0) ⊥ W,X para que también se pueda hacer uso de un
sólo estimador.

1.4. Estudios experimentales

Los estudios experimentales se caracterizan porque para la asignación de las unidades al
tratamiento se utiliza un mecanismo de aletorización probabiĺıstico conocido y controlado
por el investigador, de esta forma se evitan los sesgos de selección, además se obtienen
grupos de comparación balanceados en las covariables del estudio.

Fundamentalmente, existen tres modos estad́ısticos formales de inferencia causal, hay
dos que se basan sólo en el mecanismo de asignación, es decir, ambos asumen experimentos
aleatorios y tratan los resultados potenciales como cantidades desconocidas fijas. Uno se
debe a Neyman (1923) y el otro a Fisher (1925). El tercer tipo es bayesiano, y trata los
resultados potenciales como variables aleatorias asumiendo distribuciones a priori sobre
los parámetros a estimar.

1.4.1. El enfoque clásico de Fisher

El primer elemento en el enfoque de Fisher es la hipótesis nula, que generalmente
plantea que no hay ningún efecto del tratamiento para cualquier unidad de la población,
es decir, Y i(1) = Y i(0), para todo i. Bajo este tipo de hipótesis nulas, el valor de cualquier
estad́ıstica S que sea función de los resultados potenciales observados, como por ejemplo,
la diferencia de los promedios observados para las unidades expuestas al tratamiento y las
unidades expuestas al control (Y i(1)−Y i(0)) se conocen no sólo para los elementos medidos
si no para todas las posibles asignaciones, por lo tanto se puede deducir la distribución de
cualquier estad́ıstica.

El enfoque de Fisher está estrechamente relacionado con la idea matemática de la
prueba por contradicción. Luego puede extenderse a otras hipótesis nulas, y aunque Fis-
her nunca discutió las extensiones de su enfoque, puede ampliarse de inmediato a otras
estad́ısticas y una variedad de mecanismos de asignación completamente especificados,
incluyendo los no confundidos y los no ignorables, debido a que todos los resultados po-
tenciales son conocidos y por lo tanto se conoce la probabilidad de cualquier asignación.
Sin embargo, tiene algunas limitaciones, por ejemplo, no tiene capacidad de generalizar
más allá de las unidades en el experimento.

1.4.2. El enfoque de Neyman

Neyman (1923, 1934) se interesó por las caracteŕısticas operativas a largo plazo de un
procedimiento estad́ıstico bajo repetición y asignación al azar de tratamientos. Su enfoque
fue sobre el efecto promedio de los resultados a través de una población de unidades, que
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puede ser igual a cero, incluso cuando algunos o todos los efectos a nivel de unidad son
diferentes de cero. Intentó encontrar estimadores puntuales que fueran insesgados y esti-
madores de intervalos que tuvieran la cobertura nominal especificada sobre la distribución
inducida por el mecanismo de asignación. En primer lugar, un estimador insesgado de la
estimación causal es creado. En segundo lugar, se encuentra un estimador insesgado de la
varianza de ese estimador. Entonces, con base en el teorema del ĺımite central se obtiene
un intervalo de confianza para la estimación causal.

Aunque menos directa que la de Fisher, el método de inferencia de Neyman constituye
el fundamento teórico de gran parte de lo que se hace en áreas importantes de aplicación,
incluyendo experimentos médicos e industriales. Sin embargo, el enfoque de Neyman no es
prescriptivo en el sentido de decirnos qué hacer para crear un procedimiento inferencial,
sino más bien, nos dice cómo evaluar un procedimiento propuesto para extraer inferencias
causales. Por lo tanto, realmente no es muy adecuado para tratar con problemas complejos,
excepto en el sentido de decirnos cómo evaluar las respuestas propuestas que se obtienen
por cualquier método.

1.5. Estudios cuasi-experimentales

En un estudio cuasi-experimental u observacional no se tiene certeza sobre el meca-
nismo de asignación de las unidades al tratamiento activo y control, es decir, se sabe que
existe un mecanismo pero no existe una medida de probabilidad que lo describa con cer-
teza. Por ejemplo, en estudios de evaluación de impacto de proyectos gubernamentales,
este esquema obedece a procesos de selección por caracteŕısticas de la población (personas
de menos recursos, mayor ı́ndice de desnutrición) o por auto selección por parte de la
población.

Por lo anterior, para realizar inferencia estad́ıstica en este tipo de estudio es indispen-
sable suponer o aproximarse a un modelo de mecanismo de asignación de los elementos al
grupo tratamiento y al grupo control, de tal manera que la asignación de los elementos se
pueda considerar como ignorable. El mecanismo de asignación se puede interpretar como
si existiera una metodoloǵıa estad́ıstica que permitiera lograr que dentro de las subpobla-
ciones las unidades presenten los mismos valores en sus covariables, es decir, como si se
hubiera hecho una aleatorización.

Si se buscaran grupos homogéneos entre tratamiento y control con base en una sola
covariable, por ejemplo, género o estrato, bastaŕıa con formar grupos con la misma cantidad
de personas en estas covariables, sin embargo, es de esperarse que se estén omitiendo otros
factores externos que pueden influir en el balanceo de los grupos de comparación. Por otro
lado, si se cuenta con muchas covariables se hace más dif́ıcil encontrar tanto las unidades
tratadas como las de control para hacer comparaciones en cada grupo. Puede ser necesario
comparar los resultados para las unidades tratadas y de control con valores similares, pero
no idénticos, de las variables de pretratamiento. En la literatura, se pueden encontrar
varios métodos para ajustar las covariables lo que conduce a diferentes procedimientos
inferenciales.
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1.6. Propensity score

La inferencia de los estudios observacionales muchas veces enfrenta problemas que com-
prometen la validez de las conclusiones causales resultantes, a diferencia de la inferencia en
los estudios experimentales la cual es plenamente aceptada, por lo anterior, se debe buscar
que el diseño del estudio no experimental pueda reproducir de la mejor manera posible un
experimento aleatorio. En este caso, diseño se refiere a “todo lo contemplado, recopilado,
organizado y analizado antes de ver los resultados”(Rubin, 2008). En este tipo de estudios
no hay un control inicial sobre todos los factores que lo pueden afectar, lo anterior implica
que se deben predisponer los datos de una manera adecuada previo a realizar cualquier
comparación entre los resultados, con el fin de que los valores obtenidos reflejen de manera
adecuada el comportamiento de la población.

En este orden de ideas, se debe buscar disminuir el sesgo de selección, definido como
aquellas diferencias pre-existentes en los grupos de comparación, debido a la asignación de
los elementos al tratamiento por caracteŕısticas espećıficas que obedecen en muchos casos
a intereses particulares o a la auto selección de los mismos elementos tratados. Es decir,
existen caracteŕısticas observadas y no observadas que condicionan la conformación de los
grupos, por lo tanto, podŕıan ser sistemáticamente diferentes.

El objetivo detrás de realizar propensity score es encontrar una medida de probabilidad
que permita suponer de manera adecuada que dado un conjunto de covariables observa-
bles X no determinadas por el tratamiento, los resultados potenciales Yi(1) y Yi(0) son
independientes de la asignación al tratamiento. Rubin & Rosenbaum (1983), plantean el
rol del propensity score en los estudios observacionales para estudios de efectos causales,
definiéndolo como la probabilidad de asignar un elemento a un tratamiento en particular
dado un vector de covariables observadas. Además, describen que una asignación de un
tratamiento es fuertemente ignorable si el mecanismo de selección es inconfundible y pro-
babiĺıstico, de igual manera definen el puntaje de balanceo como cualquier función real
e(X) de las covariables relevantes X tal que la distribución condicional de X dado e(X)
es independiente de la asignación al tratamiento.

Suponga que queremos estimar el efecto del tratamiento,

E(Y (1)|W = 1)− E(Y (0)|W = 0) (1.3)

Restando y sumando el contrafactual E(Y (0)|W = 1) se tiene que:

E(Y (1)|W = 1)− E(Y (0)|W = 1) + E(Y (0)|W = 1)− E(Y (0)|W = 0) (1.4)

Los dos primeros términos son el efecto de tratamiento, mientras que los dos últimos
términos miden el sesgo de selección, esta diferencia E(Y (0)|W = 1)−E(Y (0)|W = 0) para
los estudios observacionales permitiŕıa medir que tan distante está nuestro contrafactual
de lo que idealmente seŕıa el grupo de comparación.

Rubin & Rosenbaum (1983), demostraron que el propensity score es un puntaje de
balanceo.

P (W |X, Y (0), Y (1)) = P (W |X) (1.5)
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De modo que la distribución de las covariables son las mismas entre las unidades
tratadas y de control cuando dos unidades tienen el mismo valor en el propensity score.
Por lo anterior, se tiene que al condicionar por las variables observables X, E(Y (0)|W =
0)− E(Y (1)|W = 0) = 0, es decir, el sesgo de selección seŕıa cero.

El propensity score rara vez se conoce en un estudio observacional, y por lo tanto
debe ser estimado, generalmente usando un modelo (por ejemplo, la regresión loǵıstica).
El objetivo es estimar una medida de probabilidad que equilibre las covariables entre el
grupo tratamiento y control. El propensity score estimado es una herramienta poderosa
para evaluar el equilibrio y la superposición en la fase de diseño.

Más desarrollos acerca del propensity se encuentran en: Rosenbaum (2002), Rosenbaum
(2010), Imbens & Rubin (2015), Zhang & Gutiérrez (2010), entre otros. En Frölich (2004)
analizan las propiedades del propensity score matching y los estimadores ponderados en
muestras finitas. En Caliendo & Kopeinig (2008) resumen los pasos necesarios para realizar
el proceso de emparejamiento o matching.

1.7. Matching

Una de las técnicas estad́ısticas de mayor uso en la actualidad para los estudios no
experimentales, es el emparejamiento o matching, el cual se desarrolló a partir de los
trabajos presentados por Rubin & Rosenbaum (1983), acerca de medidas de probabilidad
o propensity que permitieran hacer ignorable el mecanismo de selección.

El matching utiliza técnicas estad́ısticas para construir un grupo de comparación. Para
cada unidad tratamiento el método intenta encontrar una unidad de control (o conjunto
de unidades) que tengan caracteŕısticas similares haciendo uso de la medida de propensity
obtenida con anterioridad.

Para desarrollar de manera adecuada esta metodoloǵıa es necesario garantizar el cum-
plimiento de dos supuestos. El primero consiste en garantizar que el sesgo de selección
se debe únicamente a caracteŕısticas observables y el segundo consiste en que para las
comparaciones sólo se usan unidades dentro del soporte común, es decir, no se pueden
utilizar unidades que exhiben probabilidades positivas de ser participantes pero nulas de
ser no participantes.

En la práctica, estos supuestos dif́ıcilmente se pueden verificar en su totalidad, pues no
se puede validar que lo no observable, afecta o no la decisión de participar, sin embargo,
una solución para realizar la validación de estos dos supuestos, es calcular las diferencias
entre las variables observables X, de tal manera que si los dos grupos son muy diferentes
en estos valores, se podŕıa pensar que también son diferentes en sus caracteŕısticas no
observables. También se suele comparar las distribuciones del propensity score entre los
dos grupos buscando que sean identicas.

De manera general, el procedimiento que permite combinar el propensity score junto
con las técnicas de emparejamiento es el siguiente:

1. Estimar la probabilidad (propensity) de ser una unidad tratamiento o control dadas
sus caracteŕısticas observables X.

2. Restringir la muestra al soporte común.
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3. Seleccionar un algoritmo de emparejamiento.

4. Revisar el balanceo de las covariables asociadas después de realizar el matching.

5. Calcular el impacto del programa y su error estándar.

1.7.1. Probabilidad de participación

Hay dos decisiones de importancia que se deben tomar en esta parte del estudio, una
consiste en la elección del modelo a usar y la otra la elección de variables a incluir en el
mismo.

Respecto a la primera decisión, la idea es incluir un modelo P (W = 1|X) = f(X),
donde W es la variable indicadora del uso del tratamiento, este puede ser lineal o no lineal
en las caracteŕısticas observables de los elementos. En la práctica los modelos de mayor
uso son los modelos logit o probit, los modelos lineales no son tan utilizados por que
generan predicciones fuera del intervalo (0, 1) que dificultan su interpretación. Cuando el
tratamiento es binario se modela la probabilidad de participar y no participar, sin embargo,
en muchos casos se tienen más de dos categoŕıas para lo cual se suele utilizar un modelo
probit multinomial o logit multinomial.

Una vez seleccionado el modelo, la definición de que variables se deben adicionar de-
penderá en gran parte del contexto del estudio y de la información disponible, Heckman,
Ichimura, Smith & Todd (1998) muestran que las estimaciones del propensity pueden lle-
gar a ser muy sensibles a la formulación del modelo, por esta razón es importante apoyarse
en bibliograf́ıa o en el conocimiento por parte de expertos para llevar a cabo un adecuado
planteamiento del modelo.

1.7.2. Soporte común

Para construir un buen grupo de control es necesario que cualquier combinación de
caracteŕısticas observadas en el grupo tratado exista también en el grupo control. Como se
mencionó anteriormente las variables observadas para un individuo cualquiera se resumen
utilizando una medida de probabilidad enlazada mediante una función estad́ıstica, que
en la mayoŕıa de los casos concuerda con la función loǵıstica. Por tanto, un individuo
será un control adecuado si tiene probabilidades cercanas a uno o varios individuos del
grupo tratamiento.

Lo anterior implica que el matching sólo se podrá realizar dentro del intervalo de
concordancia de las probabilidades de los grupos de comparación, este intervalo o región
se suele llamar soporte común, esta condición establece que individuos con los mismos
valores en el vector de variables X tienen probabilidad positiva de pertenecer al grupo
control y tratamiento, mientras que individuos con valores muy diferentes en el vector de
valores X seguramente tendrán probabilidad positiva pero muy baja o nula de estar en
alguno de los dos grupos.

En la práctica, para asegurarse que la condición de soporte común se cumple se suele
realizar inspección de las distribuciones de las probabilidades del propensity score para
los dos grupos de comparación. Se debe resaltar la importancia de encontrar el soporte
común para poder realizar comparaciones adecuadas; sin embargo, se debe buscar que el
porcentaje de individuos emparejados sea alto ya que esto permitirá obtener estimaciones
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más precisas. Además, una alta proporción de individuos eliminados generará dudas acerca
de la posibilidad de generalizar los resultados, es decir, se pone en duda la validez externa
de la investigación.

1.7.3. Algoritmos de emparejamiento

Existen varias metodoloǵıas que se pueden utilizar para realizar el matching de in-
dividuos en el grupo control y tratamiento, todas tienen como objetivo buscar que la
distribución de las caracteŕısticas observables X en el grupo control sea lo más parecida a
la del grupo tratamiento. Para lo anterior, se realizan ponderaciones a las observaciones,
de acuerdo al método utilizado vaŕıa la forma como se encuentran esas ponderaciones.
Algunos de los algoritmos más usados son PSM (Propensity Score Matching) por el ve-
cino más cercano, el PSM por kernel y el PSM por estratificación (Bernal & Peña, 2011,
p.101-154), en particular, para fines de este trabajo sólo se utilizará el PSM por vecino
más cercano.

1.7.3.1. Estimador PSM por vecino más cercano

Este algoritmo toma a cada individuo del grupo tratamiento y busca a un individuo
del grupo control con el propensity score más cercano. El vecino de control más cercano
c(i) para el individuo del tratamiento i, se puede expresar de la siguiente manera:

c(i) = {j ε W = 0 |minj ||Pi(X)− Pj(X)||}

Es decir, el individuo que tenga la menor distancia en probabilidad dentro del grupo
control será el elemento seleccionado. Con base en esta metodoloǵıa y suponiendo (como
se mencionó en la sección 1.3) que se cumple que Y (1), Y (0) ⊥ W,X o en su defecto que
Y (1), Y (0) ⊥ Wp(X) (Rubin & Rosenbaum, 1983), el estimador del efecto para ATE o
ATT es:

τ̂ = Ȳ (1)− Ȳ (0)c(i) (1.6)

Donde Ȳ (0)c(i) es el valor promedio dentro del conjunto de vecinos más cercanos selec-
cionados como controles. Este método se puede aplicar utilizando dos ó tres ó n vecinos
más cercanos, para calcular el impacto del programa se puede dar igual peso a cada uno de
los n vecinos cercanos, otra alternativa es hacer un promedio ponderado dependiendo de
que tan comparable es cada vecino en términos de distancia. Note que este tipo de técni-
ca sólo estaŕıa garantizando la validez interna del estudio, en caso de trabajar con una
muestra aleatoria para estimar los valores poblacionales se debeŕıan ponderar los estima-
dores de las medias haciendo uso de los pesos muestrales (DuGoff et al., 2014);(Ridgeway
et al., 2015).

1.7.3.2. Balanceo de los grupos

Como es deber de todo investigador, antes de desarrollar cualquier análisis sobre los re-
sultados obtenidos es necesario garantizar el cumplimiento de algunos supuestos, en el caso
del propensity score matching, se debe verificar que después de hacer este procedimiento
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los grupos control y tratamiento presenten caracteŕısticas similares en sus covariables. Lo
anterior implica que tanto las distribuciones de probabilidad de participación como las
medias del vector de covariables X sean lo más cercanas posibles.

Para garantizar que la distribución de las probabilidades entre los dos grupos sea
similar, se suele realizar la comparación de algunas estad́ısticas descriptivas como las
medias, los máximos y mı́nimos, entre otras. Sin embargo, lo mas frecuente en la práctica
es comparar gráficamente el soporte común pre y post matching, que no es más que
comparar las distribuciones de probabilidad de los grupos.

Adicional a lo anterior, para ver el balanceo entre las covariables se suelen calcular
(Rosenbaum, 2002), las diferencias medias entre las covariables, en algunos estudios se
suele dividir esas diferencias por la desviación estándar del grupo tratamiento antes del
matching, lo que se conoce como diferencia estandarizada de grupos. Otra medida que
suele ser de uso común en la práctica, es el cociente entre las varianzas del propensity
score del grupo tratamiento respecto al grupo control, para la cual, valores cercanos a uno
indican un buen balanceo.

1.7.3.3. Error estándar

Posterior a estimar el efecto del tratamiento, es necesario obtener una medida del
error de esa estimación, existen dos opciones a tener en cuenta, la primera consiste en el
calculo de este valor mediante una expresión anaĺıtica, sin embargo, este procedimiento
generalmente es complejo y no es posible conocer la distribución asintótica de la misma.
La segunda forma, que en la actualidad es muy usada dados los avances computacionales
existentes, consiste en el uso de técnicas de remuestreo, entre las cuales se encuentran, las
simulaciones tipo Montecarlo, bootstrapping o jackknife que generan buenas estimaciones
de los errores.

1.8. El estimador de diferencias (DIF)

Suponiendo que se tienen dos grupos para los cuales tiene sentido realizar la compa-
ración. El estimador de diferencias para estimar el efecto del tratamiento ATE es:

τ̂ATE = Ȳ (1)− Ȳ (0) (1.7)

con Ȳ (1) y Ȳ (0), los promedios poblacionales para el grupo de elementos tratados y
de controles. Se debe tener en cuenta, que para calcular este estimador se necesita tener
la información sobre toda la población, como esto no es posible es necesario estimar estos
valores para lo cual es indispensable el uso de los pesos muestrales o los inversos del
propensity score (DuGoff et al., 2014).

En el caso del estimador del efecto de tratamiento sobre los tratados, el estimador
resulta ser una adaptación restringida a los elementos de la población seleccionada como
tratamiento y como control.

τ̂ATT =
1

n1

n1∑
i=1

Yi1(1)− 1

n0

n0∑
l=1

Yl0(0) (1.8)
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con n1 el tamaño de muestra en el grupo tratamiento y n0 el tamaño de muestra en el
grupo control.

1.9. El estimador de diferencias en diferencias (DIFDIF)

De acuerdo con lo que se ha mencionado, en los estudios no experimentales siempre
existe la posibilidad de que haya diferencias sistemáticas entre los grupos control y trata-
miento, por tal razón, es importante tener en cuenta estas diferencias preexistentes a la
hora de estimar el efecto del tratamiento. El modelo de diferencias en diferencias es una
manera de controlar estas diferencias preexistentes entre los grupos.

Ashenfelter & Card (1985) dan una formulación inicial del modelo de diferencias en
diferencias,

Y = β0 + β1W + β2T + β3W ∗ T + ε (1.9)

donde T especifica la componente de tiempo, W la indicadora de pertenećıa al trata-
miento y β3 representa el efecto del tratamiento al ser la interacción entre W y T .

Heckman, Ichimura & Todd (1997) proponen un estimador construido al comparar las
diferencias en los resultados de pre-tratamiento y post-tratamiento para las unidades trata-
das contra los promedios ponderados de diferencias en los resultados de pre-tratamiento y
post-tratamiento para las unidades no tratadas. Estimadores de los efectos del tratamiento
que incluyen pesos son basados en el estimador de Horvitz & Thompson (1952). Genera-
lizaciones no paramétricas de la estad́ıstica de Horvitz-Thompson han sido estudiados en
Imbens & Ridder (2003).

El modelo de diferencias en diferencias DIFDIF mide el cambio en Y entre el periodo
anterior y posterior a la implementación del tratamiento en el grupo tratamiento y la
diferencia entre el periodo anterior y posterior en Y para el grupo control. De acuerdo
con esto, para realizar la implementación de este método es necesario contar con datos
panel, es decir, se debe disponer de los mismos individuos con mediciones de la variable
de interés Y antes de la aplicación del tratamiento y después de su aplicación.

Con base en lo anterior, el impacto de la intervención por el método de diferencias en
diferencias para los tratados estaŕıa dado por:

τDIFDIF = (E(Y1(1)|W = 1)− E(Y0(0)|W = 1))− (E(Y1(1)|W = 0)− E(Y0(0)|W = 0))
(1.10)

El sub́ındice de Y (1) y Y (0) indica el resultado potencial en el periodo de observación
de la variable en los dos grupos, por ejemplo, Y0(1) corresponde al resultado potencial de un
elemento tratado en el periodo anterior a la aplicación, además la condición (.|W ) señala si
una unidad en efecto fue asignado o no al grupo tratamiento, los valores E(Y0(0)|W = 1))
y E(Y1(1)|W = 0) son valores teóricos que deben ser estimados con los contrafactuales.

Por lo anterior, el estimador de diferencias en diferencias viene dado por:
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τ̂DIFDIF =

(
1

n1

n1∑
i=1

Yi1(1)− 1

n1

n1∑
i=1

Yi0(1)

)
−

(
1

n0

n0∑
l=1

Yl1(0)− 1

n0

n0∑
l=1

Yl0(0)

)
(1.11)

Con n1 el tamaño de muestra en el grupo tratamiento, n0 el tamaño de muestra en el
grupo control, Yit(1) indicando el resultado del individuo i en el periodo t para el grupo
tratamiento y Ylt(0) indicando el resultado del individuo l en el periodo t para el grupo
control.

El modelo de diferencias en diferencias se utiliza, por lo general, en los siguientes casos:

1. Para ganar eficiencia en caso de que la asignación del tratamiento hubiera sido hecha
aleatoriamente.

2. Para eliminar diferencias preexistentes entre el grupo tratamiento y el grupo control,
cuando la asignación no se realizó de manera aleatoria.

Respecto al estimador ATE, como se ha mencionado requiere el uso de toda la in-
formación en la población, luego, su formulación seŕıa analoga a la del ATT pero sin la
restricción (.|W ).

1.10. Propensity score aplicado al método DIFDIF

Si para el estudio se cuenta con un vector de información X con el cual se puedan
explicar las diferencias entre los grupos tratamiento y control en el tiempo inicial, pero
además se cuenta con información panel para la variable de interés Y , es posible combinar
la técnica de matching junto al estimador de diferencias en diferencias con el fin de poder
relajar los supuestos de cada uno de estos métodos, de esta forma estaŕıamos obteniendo
resultados más robustos. Una gran ventaja de la combinación de estas técnicas es que
para la realización del matching no es necesario suponer que la conformación de los grupos
control y tratamiento se realiza únicamente con base en variables observables, sino que
puede depender de variables no observables que permanezcan constantes en el tiempo.

Dado que estamos combinando matching con diferencias en diferencias es necesario de
nuevo hallar un soporte común para los datos, de tal manera que podamos asegurar que
los grupos de comparación sean muy parecidos.

Luego el efecto de tratamiento por diferencias en diferencias con emparejamiento re-
sulta ser:

τDIFDIF = (E(Y1(1)− Y1(0)|W = 1, P (X))− E(Y0(1)− Y0(0)|W = 0, P (X)) (1.12)

El estimador será la diferencia media en las variables resultado antes y después de
la intervención, entre el grupo tratamiento y control apropiadamente ponderado por los
pesos obtenidos del algoritmo de emparejamiento.
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1.11. Ejemplo sobre inferencia causal en la evaluación de la
efectividad de un programa

Suponga que, en busca de mejorar los resultados educativos en un municipio el gobierno
decide crear un programa de ayudas a los colegios con mayores deficiencias educativas, para
lo cual desembolsará una mayor cantidad de recursos económicos y técnicos. Como no se
cuenta con el dinero para aplicar el programa en todas las instituciones, se debe seleccionar
un grupo de ellas. La asignación del colegio al programa no es aleatoria y se realiza con
base en caracteŕısticas como resultados educativos, ubicación (rural ó urbano), el sector
(oficial ó privado), entre otras.

Con fines ilustrativos suponga que dentro del municipio hay 8 colegios y que se aplicó el
programa en 3 de ellos. El gobierno desea conocer la efectividad del programa, para lo
cual se plantea la pregunta de investigación: ¿Hubo un efecto del programa sobre los
resultados educativos de los colegios intervenidos?, para esto realiza una evaluación de los
conocimientos adquiridos por los estudiantes de cada uno de los colegios del municipio
incluyendo aquellos que no participaron en el programa. Los resultados agregados a nivel
institucional se presentan en la tabla 1.1.

Tabla 1.1. Resultados de los colegios tratados y no tratados de acuerdo con el ejemplo

Colegio Tratamiento Y0 Y1

1 1 5 7
2 0 7 8
3 1 5 9
4 0 9 12
5 0 8 11
6 0 7 7
7 1 4 8
8 0 7 7

Sea Y la variable de resultados de la prueba de conocimientos, se tienen los puntajes
en la prueba antes del tratamiento (Y0) y después de aplicarlo (Y1), luego en el tiempo
cero la diferencia entre el grupo tratamiento (Tratamiento = 1) y control (Tratamiento =
0) es:

0.33 ∗ (5 + 5 + 4)− 0.2 ∗ (7 + 9 + 8 + 7 + 7) = −2.98

Como es de esperarse debido al sesgo de selección, en la variable de interés pre-
tratamiento se observan diferencias a favor del grupo de los colegios que no fueron tratados.
Si observamos los resultados en el tiempo uno, es decir, después de aplicado el tratamiento
tenemos lo siguiente:

0.33 ∗ (7 + 9 + 8)− 0.2 ∗ (8 + 12 + 11 + 7 + 7) = −1.08

A pesar de que hubo disminución en las diferencias entre los dos grupos los colegios no
tratados obtuvieron mejores resultados, lo cual llevaŕıa a pensar en replantear el programa
por parte del gobierno. Sin embargo, como se ha comentado, el resultado anterior puede
estar sesgado en la medida en que la asignación al tratamiento no se realizó de manera
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aleatoria si no que obedeció a criterios particulares, por otra parte, se están comparan-
do todos los colegios del municipio y algunos de ellos pueden tener caracteŕısticas muy
diferentes.

Para hacer más justa la comparación, se forman parejas de colegios de similares ca-
racteŕısticas en la variable Zona, de acuerdo con la tabla 1.2, se conforman las siguientes
duplas: (colegio 1, colegio 5), (colegio 2, colegio 3), (colegio 6, colegio 7). Al realizar la
diferencia de medias entre los dos grupos tenemos que el efecto del programa es:

0.33 ∗ (7 + 9 + 8)− 0.33 ∗ (11 + 8 + 7) = −0.66

Es decir, la diferencia entre los dos grupos de comparación parece reducirse. De manera
análoga podŕıamos buscar comparaciones más “justas” con base en la variable Sector o con
la combinación de Zona-Sector o con una variable continua como el nivel socioeconómico,
sin embargo, seŕıa cada vez más dif́ıcil encontrar un match (pareja) exacto. Por estas
razones, es necesario estimar utilizando un modelo loǵıstico, el propensity score con el
cual se podrá balancear los grupos que se están comparando, de acuerdo con la tabla 1.2
las parejas cuyos PPS son más cercanos son: (colegio 1, colegio 8), (colegio 3, colegio 2),
(colegio 7, colegio 6). Note que los colegios Privados no hicieron match con ningún colegio,
por lo tanto, el efecto del tratamiento es:

0.33 ∗ (7 + 9 + 8)− 0.33 ∗ (7 + 8 + 7) = 0.66

De lo anterior se concluye, que al usar como medida de balanceo el propensity score
el grupo tratamiento obtiene mejores resultados en la prueba, adicional a esto como se
mencionó anteriormente con el propensity score podemos suponer ignorable la no asigna-
ción aleatoria de los colegios al tratamiento, eliminando de esta manera posibles sesgos
pre-existentes.

Tabla 1.2. Caracteŕısticas y PPS de los colegios tratados y no tratados de acuerdo con el ejemplo

Colegio Tratamiento Y0 Y1 Zona Sector PPS Parejas

1 1 5 7 Urbano Oficial 0.7 Match1
2 0 7 8 Rural Oficial 0,8 Match2
3 1 5 9 Rural Oficial 0,81 Match2
4 0 9 12 Urbano Privado 0.3 No Match
5 0 8 11 Urbano Privado 0.35 No Match
6 0 7 7 Rural Oficial 0,75 Match3
7 1 4 8 Rural Oficial 0,76 Match3
8 0 7 7 Urbano Oficial 0,72 Match1

Finalmente, para obtener un resultado más robusto y dado que tenemos información
pre-tratamiento para la variable de resultados Y , aplicamos el estimador de diferencias en
diferencias sobre los colegios dentro del match.

(0.33∗(7+9+8)−0.33∗(5+5+4))−(0.33∗(8+7+7)−0.33∗(7+7+7)) = 3.3−0.33 = 2.97
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Lo anterior confirma que, exist́ıa un efecto positivo del programa en los resultados de
los colegios tratados. Si no se hubiera tenido en cuenta el uso del propensity score con el
match y adicional a esto no se hubiera aplicado el estimador de diferencias en diferencias,
se podŕıan generar conclusiones erróneas que hubieran llevado incluso a la cancelación del
programa por parte del gobierno.



CAPÍTULO 2

Inferencia basada en el diseño muestral

Es común que en cualquier tipo de estudio no sea viable realizar la medición de alguna
variable o vector de información sobre todas las unidades que conforman la población de
interés, además en muchos casos esto puede ser ineficiente, ya que se podŕıan obtener los
mismos resultados con sólo seleccionar una muestra de la población. Por ejemplo, suponga
que se quiere conocer la estatura promedio de los niños de 15 años para un determinado
páıs, seŕıa muy costoso y dif́ıcil realizar un censo, en cambio, se puede utilizar una muestra
de niños extráıda de la población para inferir el valor del parámetro de interés.

En este caṕıtulo se describen de manera general algunos conceptos acerca de la infe-
rencia basada en el diseño, que abordan y desarrollan metodoloǵıas para la selección de la
muestra y la obtención de inferencias a partir de ellas. Una mayor descripción de la teoŕıa
de muestreo se encuentra en Särndal et al. (1992) y Gutiérrez (2009) . La notación que se
utiliza en este documento es la propuesta por los autores Särndal et al. (1992).

2.1. Generalidades de los diseños muestrales

2.1.1. Notación inicial

Suponga que se tiene un universo conocido de antemano y conformado por N elementos
(N finito), sea U = {1, 2, ..., N}, sea y la caracteŕıstica de interés del estudio y por lo tanto
yk su valor para el k−ésimo elemento. Se desea estimar un parámetro poblacional a partir
del estudio de algunos de los elementos del universo. Algunos de los parámetros de mayor
interés y uso en la práctica son:

1. El total poblacional

ty =
∑
U

yk

2. El promedio poblacional

ȲU =

∑
U

yk

N

16
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3. Proporciones o razones poblacionales

R =
ty
tz

Sea S el conjunto de todas las muestras que se pueden obtener de un universo U , la
probabilidad de selección de cada una de las muestra s ε S deben ser conocidas, luego el
proceso de muestreo consiste en seleccionar una muestra del conjunto S y con base en
su probabilidad de selección y en los valores observados después del trabajo en campo,
establecer un intervalo en el cual se encuentre el parámetro de interés con una muy alta
probabilidad.

2.1.2. Muestreo probabiĺıstico

Särndal et al. (1992) mencionan que un muestreo es probabiĺıstico si cumple con cuatro
supuestos fundamentales:

1. Se puede definir el conjunto de posibles muestras.

2. A cada posible muestra le corresponde una probabilidad de selección p(s) conocida.

3. El proceso de selección garantiza que todos los elementos tienen probabilidad mayor
de cero de ser incluidos en la muestra.

4. El mecanismo de selección réplica la probabilidad de selección de cada muestra.

Para cumplir con estas condiciones es fundamental para el estudio contar con un marco
de muestreo que permita identificar y ubicar a todas las unidades que van a ser muestrea-
das.

2.1.3. El diseño muestral

Es uno de los elementos básicos que determina los resultados en un estudio de carácter
muestral, y está compuesto por el conjunto de probabilidades de selección que tiene cada
una de las posibles muestras. Desde una perspectiva más formal, se llama diseño muestral
a la función p(s) que a cada posible muestra le asigna una probabilidad de selección.
Algunos diseños son el diseño Bernoulli, MAS, πPT , entre otros.

2.1.4. Probabilidades de inclusión o pesos de muestreo

Existen dos clases de probabilidades de inclusión definidas para cada elemento, las de
primer orden πk y las de segundo orden πkl, se definen como la suma de las probabilidades
de las muestras que contienen al elemento k o a los elementos k y l al mismo tiempo, esto
es:

πk =
∑
s 3 k

p(s)
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πkl =
∑
s 3 k,l

p(s)

Los pesos muestrales para cada elemento se calculan como el inverso de la probabilidad
de inclusión de primer orden

ωk =
1

πk

con k ∈ U .

2.1.5. Estimadores

Se define inicialmente el concepto de estad́ıstico Q, como una función real que vaŕıa
de acuerdo con los resultados de un fenómeno aleatorio desde S el conjunto de todas la
muestras posibles hasta R el espacio de los números reales.

Q :S → R

si → Q(si)

En este caso S tiene naturaleza aleatoria y si es una de la posibles muestras que se
obtienen. Para un universo con N elementos, con valores en la variable y, se denomina
el parámetro poblacional a la función real θ(y1, y2..., yk, ..., yN ) donde yk es el valor de la
variable y en el k-ésimo elemento.

Por lo anterior, un estad́ıstico con dominio sobre el conjunto S de muestras θ̂ : S → R
se llama un estimador para el parámetro θ. A continuación se definen los parámetros de
mayor uso: Esperanza, Varianza y Coeficiente de variación (CV), respectivamente

E(θ̂) =
∑
sεS

P (s)θ̂(s) (2.1)

V (θ̂) =
∑
sεS

P (s)(θ̂(s)− E(θ̂))2 (2.2)

CV (θ̂) =

√
V (θ̂)

E(θ̂)
(2.3)

2.1.5.1. Estimador de Horvitz-Thompson

El estimador de mayor uso en muestreos sin reemplazo es el estimador propuesto por
Horvitz & Thompson (1952), también conocido como el π-estimador. Definido como:

t̂π =
∑
s

yk
πk

(2.4)
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Särndal et al. (1992), muestran que este estimador tiene la caracteŕıstica de ser inses-
gado para el total tyπ, además la varianza de este estimador está dada por

V (t̂π) =
∑∑

U

∆kl
yk
πk

yl
πl

(2.5)

con estimador insesgado

V̂ (t̂π) =
∑∑

s

∆kl

πkl

yk
πk

yl
πl

(2.6)

2.2. Diseños muestrales no complejos

Un diseño muestral p(s) es el conjunto de probabilidades de selección que tiene cada
una de las posibles muestras, dependiendo del tipo de diseño muestral seleccionado a cada
individuo en la muestra se le asignará una probabilidad de inclusión o de selección, en
particular, cuando se hace referencia a diseños muestrales no complejos se hace referencia
a aquellos diseños muestrales para los cuales todos los individuos en la muestra cuentan
con la misma probabilidad de inclusión, lo cual se traduce en que todos los elementos
tendrán el mismo peso muestral asociado.

Algunos ejemplos de estos diseños son el diseño Bernoulli y el muestreo aleatorio simple
MAS. A continuación, se realiza una breve descripción de estos diseños. Una descripción
más detallada se encuentra en Särndal et al. (1992) y Gutiérrez (2009).

2.2.1. Diseño Bernoulli

Para este diseño se fija un valor π (0 < π < 1) único para todos los elementos del
universo, se genera un número aleatorio ξi entre 0 y 1, para todo i en el universo, de tal
manera que se decide la pertenencia o no en la muestra si ξi < π. La probabilidad de
una muestra está dada por p(s) = πn(s)(1− π)N−n(s) y las probabilidades de inclusión de
primer y segundo orden por πk = π y πkl = π2.

Para este diseño el estimador del total y la varianza del estimador vienen dados por

t̂π =
1

π

∑
s

yk (2.7)

VBer(t̂π) =

(
1

π
− 1

)∑
U

y2
k (2.8)

y su respectivo estimador es

V̂Ber(t̂π) =
1

π

(
1

π
− 1

)∑
s

y2
k (2.9)
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2.2.2. Muestreo aleatorio simple (MAS)

Para un universo compuesto por N elementos (N finito), se selecciona una muestra de
n elementos sin reemplazamiento de tal forma que en cada extracción todos los elementos
tienen igual probabilidad de selección. Para la primera selección todos los elementos tienen
probabilidad igual a 1

N de ser seleccionados, para la segunda selección el elemento ya
escogido tiene probabilidad de selección igual a cero, los restantes tienen probabilidad de
selección 1

N−1 y aśı sucesivamente, hasta obtener los n elementos.

De lo anterior se deduce que todas las muestras tienen probabilidad de selección igual
a 1/

(
N
n

)
, adicional a esto se tiene que las probabilidades de inclusión de primer y segundo

orden están dadas por:

πk =
n

N
(2.10)

πkl =
n(n− 1)

N(N − 1)
(2.11)

para k ∈ U y k 6= l ∈ U .

También se deduce que el π-estimador tiene la siguiente forma, al igual que su varianza.

t̂π =
1
n
N

∑
s

yk =
N

n

∑
s

yk (2.12)

VMAS(t̂π) =
N2

n

(
1− n

N

)
S2
U (2.13)

con

S2
U =

1

N − 1

∑
U

(yk − ȳU )2

con ȳU el promedio poblacional de Y. El estimador de la varianza será por lo tanto

V̂MAS(t̂π) =
N2

n

(
1− n

N

)
S2
s (2.14)

con

S2
s =

1

n− 1

∑
s

(yk − ȳs)2

donde ȳs es el promedio de la variable y para los elementos en la muestra.

2.3. Diseños muestrales complejos

Cuando el diseño muestral induce probabilidades de inclusión diferentes para los ele-
mentos de la muestra se dice que es un diseño muestral complejo, en la práctica suele ser
más común el uso de este tipo de diseños debido a su mayor factibilidad de aplicación
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loǵıstica o a un menor costo para su desarrollo, además algunos de estos diseños son más
eficientes que los diseños no complejos.

2.3.1. Diseño Poisson

Anteriormente se presentó el diseño Bernoulli en el cual se supone que todos los ele-
mentos en la población son seleccionados bajo la misma probabilidad π, sin embargo, en
algunas ocasiones es necesario suponer que πk cambia para cada k en la población, este
tipo de diseño recibe el nombre de diseño Poisson. Para este diseño el estimador del total
está dado por:

t̂π =
1

πk

∑
s

yk (2.15)

Note que hay muchas opciones para definir los valores de πk, una manera es ajustando
un modelo loǵıstico con el fin de estimar las probabilidades dado un conjunto de covaria-
bles. Por otra parte, para este diseño la selección de cada individuo es independiente por
lo tanto πkl = πkπl, con base en esto se tiene que:

VPO(t̂π) =
∑
U

(
1

πk
− 1

)
y2
k (2.16)

y su respectivo estimador es

V̂PO(t̂π) =
∑
s

(1− πk)
(
yk
πk

)2

(2.17)

2.3.2. Diseño πPT

Este diseño se fundamenta en obtener los valores πk con los cuales se logre reducir
significativamente la varianza del estimador, este valor corresponde a

πk =
nyk∑
U yk

De hecho esta cantidad reduce la varianza a cero, sin embargo, si se conociera el valor
yk para toda la población no tendŕıa sentido realizar muestreo, razón por la cual, se debe
usar una variable x correlacionada positivamente con y con el fin de obtener πk, luego las
probabilidades de inclusión bajo este diseño serán:

πk =
nxk∑
U xk

y el π-estimador

t̂π =
∑
s

yk
πk
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con varianza

VπPT (t̂π) = −1

2

∑
U

∑
k 6=l

(πkπl − πkl)
(
yk
πk
− yl
πl

)2

Y el estimador de la dado por

V̂πPT (t̂π) = −1

2

∑
s

∑
k 6=l

(
πkπl
πkl
− 1

)(
yk
πk
− yl
πl

)2

2.3.3. Diseño en dos fases

El muestreo en dos fases es una técnica originalmente propuesta por Neyman (1938),
presentada en Särndal et al. (1992, p.343-379), se suele utilizar en muchas situaciones
para mejorar la eficiencia de los estimadores cuando hay poco o nada de conocimiento
sobre la población, lo cual suele ser muy común en los estudios prácticos, también es
frecuentemente utilizada para el tratamiento de la no-respuesta.

Esta técnica consiste en la selección de una muestra en la primera fase por un diseño
conocido y dada esta muestra, se realiza una segunda selección de elementos con base
en un diseño que puede depender o no de lo ocurrido en la primera fase. Dado esto, la
principal caracteŕıstica de este tipo de diseño es que las probabilidades de inclusión son
principalmente dependientes de lo que sucede en la primera fase, esto significa que no
necesariamente se cumple el supuesto de invarianza. El muestreo en dos etapas es un caso
particular de este diseño para el cual si se conserva este supuesto.

Por su parte, Särndal et al. (1992, p.556-575), proponen este tipo de diseños para el
tratamiento de la no respuesta, en este caso la muestra seleccionada se considera como
la primera fase y los respondientes efectivos del estudio como la submuestra seleccionada,
como se mostrará en el caṕıtulo 3, en la propuesta de metodoloǵıa de este trabajo se hace
uso de esto para modelar la estimación de los efectos de tratamiento, para lo cual se supone
que la primera fase consiste en el diseño muestral aplicado para seleccionar la muestra y
en la segunda fase se supone que la selección de la submuestra es dada por el proceso de
matching.

Considere U = {1, 2, ..k, ...., N}, sea y la variable del estudio y yk el valor de la variable
para el elemento k-ésimo.

• Suponga que en la primera fase se obtiene una muestra sa de tamaño ns no necesa-
riamente fijo, bajo un diseño pa(.), tal que pa(sa) es la probabilidad de selección de la
muestra sa, el sub́ındice a se refiere a la fase uno. Las correspondientes probabilidades
de inclusión se definen como

πak =
∑
sa3k

p(sa)

πakl =
∑
sa3k,l

p(sa)
(2.18)
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para los elementos k y l en U con πakk = πak y se define ∆akl = πakl − πakπal

• Dada sa, la muestra de la segunda fase sm (sm ⊆ sa) de tamaño m, se extrae
de acuerdo a un diseño p(.|sa) donde p(sm|sa) es la probabilidad condicional de
seleccionar sm. Las probabilidades de inclusión bajo este diseño están dadas por

πak|sa =
∑
sm3k

p(sm|sa)

πakl|sa =
∑
sm3k,l

p(sm|sa)
(2.19)

donde los elementos k y l están en sm con πkk|sa = πk|sa y se define ∆kl|sa =
πkl|sa − πk|saπl|sa

Conservando el objetivo de estimar ty =
∑

U yk y dado que en un muestreo dos fases
el π-estimador no siempre puede ser estimado, es necesario utilizar el π∗-estimador, donde

t̂π∗ =
∑
sm

yk
π∗k

(2.20)

con π∗k = πakπk|sa . La varianza del estimador está dada por

V (t̂π∗) =
∑∑

U

∆kl
yk
πk

yl
πl

+ E

(∑∑
sm

∆kl|sa
yk
π∗k

yl
π∗l

)
(2.21)

con ∆kl = πkl − πkπl, ∆kl|sa = πkl|sa − πk|saπl|sa y E(.) denota la esperanza respecto
al diseño muestral en la fase uno. Un estimador insesgado de la varianza es

V̂ (t̂π∗) =
∑∑

sm

∆kl

π∗kl

yk
πk

yl
πl

+
∑∑

sm

∆kl|sa
πks|sa

yk
π∗k

yl
π∗l

(2.22)

Aunque existe un parecido evidente entre el estimador de Horvitz-Thompson y el π∗-
estimador, cabe notar que en general estos dos estimadores son diferentes en la medida en
que πk 6= π∗k.
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Efectos causales en modelos basados en el diseño

muestral con propensity score - matching

En muchos estudios es necesario evaluar la efectividad de una intervención sobre un
grupo de unidades que previamente fueron tratadas. Desde un punto de vista teórico, se
esperaŕıa que una misma unidad se pudiera comparar consigo misma, sin embargo, esto no
es posible debido a que un elemento en la práctica sólo puede pertenecer al grupo trata-
miento o al grupo control, lo que se conoce como la paradoja de los efectos causales. Para
solucionar esto, en la literatura se sugiere encontrar un grupo control de caracteŕısticas
similares al grupo tratamiento con el cual tenga sentido realizar las comparaciones, de otra
manera los resultados obtenidos careceŕıan de validez interna. Por otra parte, en este tipo
de estudios es común seleccionar una muestra aleatoria con el fin de evaluar los resultados
obtenidos y en muchos casos esto es ignorado al momento de realizar las estimaciones, lo
cual afecta directamente la validez externa del estudio.

Si se realiza una asignación aleatoria de las unidades al grupo tratamiento y al grupo
control, se contaŕıa con validez interna debido a que la aleatorización garantiza teórica-
mente el balanceo en las covariables tanto medibles como no medibles. En ese caso bastaŕıa
con realizar comparaciones directas en la variable de interés ya que los parámetros ATE y
ATT coincidiŕıan (Garćıa Nuñéz, 2011). Sin embargo, en la mayoŕıa de casos prácticos esto
no es posible, debido a problemas éticos, loǵısticos o de autoselección de las unidades, entre
otros. Cuando se trata con este último tipo de situaciones se habla de cuasi-experimentos,
y para su abordaje teórico es necesario encontrar una medida estad́ıstica con la cual se
pueda de alguna manera recuperar el balance entre los dos grupos que por naturaleza son
diferentes.

Existen muchas alternativas para abordar los estudios cuasi-experimentales, en su ma-
yoŕıa desarrolladas durante la década de los 70 por Rubin, sin embargo, la de mayor
aceptación es la metodoloǵıa de propensity score. Rubin & Rosenbaum (1983), demostra-
ron que la medida de propensity score permite balancear los grupos de comparación, en
particular, el uso de una función loǵıstica (aunque existen otras alternativas) como función
de enlace. Una vez se encuentra una medida de emparejamiento, el siguiente paso para
garantizar la validez interna del estudio, consiste en encontrar la pareja (o parejas) con
las cuales los elementos del tratamiento se deben comparar de manera adecuada. Como
se trató en el caṕıtulo 1, existen varios métodos para abordar esta problemática y depen-
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derá de las caracteŕısticas del estudio saber cuál es la metodoloǵıa adecuada, para efectos
de este trabajo se utiliza el propensity score matching con el algoritmo de emparejamiento
del vecino más cercano.

Lo anterior, permite garantizar la validez interna, sin embargo, en muchos estudios que
se han realizado sobre causalidad se ha ignorado o no se le ha dado la verdadera impor-
tancia a la validez externa, más aún cuando en la mayoŕıa de los casos no es posible medir
a todas las unidades de la población, razón por la cual, los investigadores comúnmen-
te seleccionan muestras aleatorias usando diseños complejos (ver caṕıtulo 2). La anterior
afirmación se sustenta en:

“Para 2010 y 2011, identificamos 28 art́ıculos en PubMed que conteńıan la palabra
clave propensity score y además estaban relacionados con encuestas complejas en la
investigación de servicios de salud. Estos estudios demostraron una variedad de en-
foques metodológicos e interpretaciones de las estimaciones del efecto. De los 28 es-
tudios, 16 (57 %) no incorporaron los pesos de la encuesta en el análisis final. De
estos 16 art́ıculos, 6 describieron incorrectamente sus resultados como representativos
a nivel nacional o como reflejo de una muestra basada en la población. Solo uno de
ellos declaró expĺıcitamente que no incorporar las ponderaciones de la encuesta com-
promete la validez externa, por lo que los resultados no son generalizables a las cifras
nacionales” (DuGoff et al., 2014, p285)

Por otra parte, dentro de los autores que deciden incluir los pesos de muestreo, por
ejemplo, Zanutto (2006) o Ridgeway et al. (2015), no existe un acuerdo general de la
manera en la cual se deben incorporar los pesos muestrales:

“Solo en 7 (25 %) de los 28 estudiados en PubMed declararon que incluyeron las
ponderaciones de la encuesta en el modelo de regresión. En 5 (18 %) de estos estudios,
se realizó la ponderación del propensity score y se multiplicaron las ponderaciones
obtenidos con las ponderaciones de la encuesta, además se dieron diferentes enfoques
para interpretar los resultados finales”(DuGoff et al., 2014, p286).

Zanutto (2006), en particular recomienda que “puesto que el modelo de propensity
score se usa sólo para emparejar las unidades control y tratamiento con covariables simi-
lares en la muestra y no para hacer inferencias acerca del modelo de propensity score a
nivel poblacional, no es necesaria la estimación con ponderación de pesos muestrales para
este modelo”. DuGoff et al. (2014), coinciden con esta afirmación, en que no se requiere
ponderar por los pesos muestrales; sin embargo, recomiendan incluir el peso muestral como
un predictor en el modelo de propensity score con el fin de capturar factores relevantes
de variables del diseño muestral, por ejemplo, dónde viven los individuos, caracteŕısticas
sociodemográficas y variables relacionadas a la probabilidad de respuesta de la encuesta.
En Ridgeway et al. (2015) se apartan de estos enfoques e incluyen los pesos muestrales
en la estimación del propensity score para un conjunto de datos simulados, obteniendo
mejores resultados bajo esta propuesta en comparación a la propuesta de Zanutto (2006)
y también respecto al uso de los pesos de muestreo como una covariable del modelo, por
lo cual concluye que el análisis de propensity score sin incluir los pesos muestrales podŕıa
producir datos inconsistentes.

Respecto a lo que espećıficamente concierne a este trabajo, que es el uso del los pesos
inducidos por el diseño muestral y el propensity score cuando previamente se ha realizado
un matching sobre la muestra seleccionada, no se encontraron mayores desarrollos en
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la literatura. Stuart (2010), realiza una revisión literaria sobre el uso de matching, sin
embargo, a pesar de que presenta una metodoloǵıa de uso de los pesos dados por el
propensity score estos son usados con todos los elementos de la muestra y no solo con los
elementos del macthing. Un estudio que realiza un abordaje parecido fue presentado por
Gutiérrez & Rojas (2014) pero desde un enfoque del tratamiento de la no respuesta para
disminuir el sesgo en la estimación de un total poblacional.

Por lo anterior, y dada la falta de desarrollo metodológico de este tipo de técnica a
pesar de ser de uso frecuente en la práctica, en este caṕıtulo se aborda la estimación de
efectos causales bajo el marco de la inferencia basada en los diseños muestrales cuando se
utiliza propensity score matching, para lo cual inicialmente se presenta una descripción de
la propuesta, y luego se formulan los estimadores no paramétricos de diferencias (DIF) y
de diferencias en diferencias (DIFDIF) ponderados por los pesos muestrales e incluyendo
los pesos inducidos por el propensity score.

3.1. Metodoloǵıa para la inclusión de los pesos muestrales en
propensity score por matching

En muchos estudios cuasi-experimentales se seleccionan muestras aleatorias, principal-
mente haciendo uso de diseños complejos, para evaluar la efectividad de algún tratamiento.
Desde el punto de vista del planteamiento del diseño muestral resultaŕıa muy complicado
garantizar que los grupos de elementos control y tratamiento que finalmente queden se-
leccionados sean balanceados en sus covariables, por lo cual, posterior a la selección de la
muestra es necesario hacer uso de técnicas como la del propensity score matching con el
fin de poder balancear los grupos de comparación.

Una vez se selecciona la muestra es posible realizar la recolección de información au-
xiliar con la cual se puede optimizar el planteamiento del modelo de propensity score y
como consecuencia hacer una mejor depuración de la muestra mediante el matching. Por
ejemplo, suponga que se quiere evaluar el efecto de una poĺıtica pública de mayor inversión
económica en los colegios, para lo cual se selecciona una muestra probabiĺıstica, para los
colegios seleccionados se realiza la medición de la variable Y y se recolecta el vector de
información auxiliar X. Posterior a esto, sobre la muestra se realiza un proceso de mat-
ching haciendo uso tanto de la información auxiliar disponible en el marco, como de la
recolectada en la muestra, con el fin de ajustar el modelo de propensity score, también es
posible incluir como covariable los pesos muestrales o usarlo para obtener la estimación
del modelo.

En el gráfico 3.1, se ilustra de manera general el procedimiento planteado cuando se
combina el diseño muestral junto a la técnica de propensity score matching, en éste se puede
ver como inicialmente se selecciona una muestra S bajo un diseño p(s), posterior a esto,
con base en la medida de propensity score P (W = 1|X, πk) se selecciona la submuestra
Sm (con Sm ⊆ S). Note que en la submuestra final quedan los elementos de los grupos
tratamiento (T) y control (C) que garantizaŕıan el balanceo.
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Figura 3.1. Esquema metodológico para diseños muestrales y propensity score matching

De acuerdo con lo descrito, el anterior esquema se puede ver como una aplicación del
muestreo en dos fases (caṕıtulo 2), lo cual es usado en este documento con el fin de tener
un esquema de trabajo dentro del marco de la inferencia basada en el diseño. Särndal
et al. (1992, p.343-379), plantean dos de las principales razones para utilizar este tipo
de diseño: La primera es en caso de no contar con información auxiliar para lo cual se
selecciona una muestra inicial y en esta se recolecta la información necesaria con el fin
de mejorar la eficiencia de las estimaciones, luego, se selecciona una submuestra la cual
será utilizada para obtener las estimaciones. La segunda razón es en caso de querer realizar
ajustes por no-respuesta cuando se considera perdida toda la unidad de muestreo. Estas dos
razones dan un mayor sustento al uso de esta metodoloǵıa como una solución al problema
planteado, en particular, la segunda ya que se supone que en la primera etapa la muestra es
seleccionada bajo una probabilidad p(s) conocida y dada por el diseño muestral, mientras
que en la segunda fase la probabilidad de la muestra es dada por P (W = 1|X, πk) la cual
es una medida de probabilidad desconocida que debe ser estimada. Este tipo de enfoque
de manejo de la no respuesta fue formalizado por Rubin (1976), descrito en Särndal et al.
(1992, p.343:379) y es presentando por otros autores como Lumley (2011, p185:201); Mealli
et al. (2011), entre otros.

3.1.1. Descripción de los pesos de ponderación

Antes de definir las expresiones de los pesos de ponderación que se evalúan en este
trabajo, se debe abarcar la manera en la cual son calculados. En el caso de los pesos
muestrales, estos son inducidos por el diseño de muestreo, por ejemplo, si el diseño que
se usa es un MAS, el peso correspondiente es wk = N

n para todo k en el universo. Sin
embargo, para el caso de la submuestra el peso es inducido por el modelo del propensity
score, y éste puede ser estimado de muchas maneras.

Como se ha comentado, no existe un único método para modelar el propensity score,
por ejemplo, dependerá de la disponibilidad de información de X, o de la inclusión o no
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de los pesos muestrales en el modelo, sin embargo, es de vital importancia una adecuada
estimación de este puntaje, en caso contrario, las estimaciones obtenidas serán sesgadas.
Al respecto, en este trabajo se propone el uso de un modelo loǵıstico (aunque también seŕıa
posible el uso de un modelo probit) para el modelamiento de esta probabilidad, además
se supone la disponibilidad de suficiente información auxiliar X y se evalúa el uso de los
pesos muestrales en tres escenarios: (1) Los pesos como covariables (DuGoff et al., 2014),
(2) los pesos dentro del proceso de estimación (Ridgeway et al., 2015) y finalmente (3) no
usar pesos en este proceso.

Respecto al escenario de incluir los pesos dentro del proceso de estimación del propen-
sity score, nótese que, no es viable utilizar técnicas clásicas, como el método de máxima
verosimilitud ya que la forma final de la función de verosimilitud, definida como la den-
sidad conjunta de las variables en la muestra, será muy compleja, intratable e insoluble.
Una solución a este problema de estimación es la técnica de máxima pseudo-verosimilitud,
la cual induce estimadores que tienen en cuenta las ponderaciones del diseño de muestreo
complejo. Como se presenta en Miranda, Toledo & Ferraz (2017), suponga para cada in-
dividuo k en la muestra que el vector (yk, Xk) es generado independientemente de una
distribución desconocida k(Y, X) o modelo superpoblacional (verdadero), se quiere ajus-
tar un modelo f(Y |X, θ) para una densidad de la variable respuesta Y dado el vector de
covariables X, pero sin asumir que f contenga a k. El mejor ajuste es dado por el modelo
que minimiza la divergencia de Kullback-Leibler con relación a la función k, esto es equi-
valente a imponer θ = θ∗ donde θ∗ es la solución de la función score en la superpoblación
y, por lo tanto, el estimador por máxima verosimilitud de θ (Lumley & Scott, 2014).

U(θ) = Ek

{
∂l(θ)

∂θ

}
= 0 (3.1)

con l la función de log-verosimilitud y por ende U(θ) será la función score.

Debemos estimar U(θ) en 3.1 considerando los pesos de muestreo wk de cada indivi-
duo en la muestra. Si el tamaño poblacional N es conocido el estimador propuesto es el
presentado por Naraih-Horvitz-Thompson (ENHT).

Û(θ) =
1

N

∑
k ε S

wk
∂logf(yk|Xk, θ)

∂θ
=

1

N

∑
k ε S

wkUk(θ) (3.2)

Si N es desconocido se deben usar métodos de aproximación, la solución 3.2 es llamada
el estimador de máxima pseudo-verosimilitud y bajo ciertas condiciones de regularidad θ̂
es consistente para θ∗ cuando n tiende al infinito, esto es

√
n(θ̂ − θ∗)→ N(0, V ar(θ∗)) (3.3)

Después de obtener la estimación apropiada del modelo de propensity score, el peso de
ponderación ωk para el elemento k, será la multiplicación del peso muestral y el inverso
de una transformación de las probabilidades estimadas por el modelo. Al respecto, existen
varias maneras de definir la transformación de la probabilidad estimada, la más natural y
que es propuesta en este trabajo, consiste en tomar ξk = αk, con ξk la transformación y αk
la probabilidad dada por el modelo loǵıstico de pertenecer al grupo tratamiento. Otro tipo
de transformación es desarrollada por Ridgeway et al. (2015), Lunceford & Davidian (2004)
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los cuales hacen ξk = αk, sobre el grupo tratamiento, mientras que para el grupo control
hacen ξk = 1-αk, este ajuste es recomendado principalmente cuando se está estimando el
ATE. Otra forma es presentada por Hirano et al. (2003), Ridgeway et al. (2015), en la
cual se establece ξk = 1, para los elementos del grupo tratamiento y ξk =(1-αk)/αk, para
los elementos del grupo control, este tipo de ponderación se suele usar al estimar el ATT.
En la tabla 3.1 se da un resumen de las transformaciones presentadas.

Tabla 3.1. Tipos de pesos por propensity score

Pesos ( 1
ξk

) Grupo tratamiento Grupo control

tipo 1 1
αk

1
αk

tipo 2 1
αk

1
(1−αk)

tipo 3 1 αk
(1−αk)

Por generalidad se va suponer que 1/ξk contiene la ponderación dada por el propensity
score para el elemento k. Es importante aclarar que las ponderaciones tipo 2 y tipo 3, son
adaptadas de las técnicas de ajustes por estimadores ponderados en inferencia causal para
estudios cuasi-experimentales (Stuart, 2010) y (Ridgeway et al., 2015), las cuales no usan
matching, sino todos los elementos en la muestra, sin embargo, se considera que pueden
producir buenos resultados bajo esta metodoloǵıa. En los caṕıtulos 4 y 5, se evalúa el
funcionamiento de estas ponderaciones con un conjunto de datos simulados y un conjunto
de datos reales respectivamente.

3.2. Inclusión del diseño muestral cuando se utiliza el estima-
dor DIF

Suponga que se quiere evaluar el efecto de una intervención en una población sobre
la cual no se realizó una asignación aleatoria de los elementos a los grupos de compa-
ración control y tratamiento, y que además no existe la posibilidad de medir la variable
de resultado en cada uno de los elementos. Para lo anterior, se selecciona una muestra
probabiĺıstica sobre la cual se obtiene (o se tiene previamente) un vector de covariables X
el cual recoge todas la variables que explican las diferencias entre los grupos. Por lo cual,
se aplica la técnica de propensity score matching con el fin de eliminar cualquier diferencia
pre-existente entre los grupos.

Es importante tener en cuenta que con ayuda del vector X se realizará el balanceo
de los grupos, de ah́ı la importancia de que en este se expliquen todas las caracteŕısticas
que diferencian a los grupos de comparación, en caso de existir información medible o
no medible no explicada en X se puede llegar a generar sesgo por la perdida de validez
interna.

3.2.1. Formulación

Suponga un universo U = {1, 2, ..., N}, sea y la caracteŕıstica de interés del estudio,
por lo tanto yk(W ) es el valor para el k-ésimo elemento y W la indicadora de pertenencia
al grupo tratamiento o control. Se selecciona una muestra S bajo un diseño p(.), además
se recolecta un vector de covariables X con el cual se estima el propensity score ξk para
cada individuo muestreado.
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De acuerdo con lo anterior, el estimador no paramétrico DIF del efecto del programa
incluyendo únicamente los pesos muestrales será:

τ̂π =
1

N̂1

n1∑
k=1

yk(1)

πk
− 1

N̂0

n0∑
l=1

yl(0)

πl
(3.4)

Donde n1 y n0 son los tamaños muestrales de los grupos tratamiento y control después
de realizar el matching, N̂1 y N̂0 son las estimaciones de los tamaños poblacionales de
cada grupo, respectivamente, esto valores también se pueden suponer conocidos.

3.3. Inclusión de los pesos dados por el propensity score en
el estimador DIF

El estimador en 3.4 presentaŕıa sesgo, ya que no tiene en cuenta que debido al matching
sobre la muestra inicialmente seleccionada, algunos elementos tanto del grupo control como
del grupo tratamiento pueden no quedar incluidos en los grupos balanceados, esto se debe
a que no comparten caracteŕısticas similares en sus covariables con ningún elemento de su
grupo contrario, es decir, no están dentro del soporte común. La consecuencia inmediata
en términos del diseño muestral es que las estimaciones finales se deben obtener con base
en una submuestra.

Para dar solución a lo anterior, se considera que la selección de esa submuestra obedece
a un diseño en dos fases, donde la primera fase estará dada por el diseño con el cual se
selecciona la muestra original y la segunda fase es inducida por el matching bajo la medida
de probabilidad del propensity score. Rubin (1976) aborda una metodoloǵıa similar para
el tratamiento de la no respuesta y de igual manera hace uso del propensity score para
estimar la probabilidad de responder o no la encuesta dado un vector de covariables X.

3.3.1. Formulación

Bajo el mismo escenario de la sección anterior y como se mencionó, es de esperarse
que no todos los elementos seleccionados en la muestra inicial puedan ser emparejados,
luego bajo la medida αk = P (Wk = 1|X, πk), que corresponde a las estimaciones de
las probabilidades del modelo de propensity score matching, se obtiene una submuestra
SM ⊆ S con la cual es conveniente realizar las estimaciones del efecto del tratamiento.
Como se notó en la sección 3.1.1 de este caṕıtulo, ξk = f(αk) es una transformación
empleada a la probabilidad αk con el fin de generar estimaciones más robustas.

Con base en lo anterior el estimador no paramétrico del efecto del programa será:

τ̂DIF =
1

N̂∗1

n1∑
k=1

yk(1)

πkξk
− 1

N̂∗0

n0∑
l=1

yl(0)

πlξl
(3.5)

Donde n1 y n0 son los tamaños muestrales de los grupos tratamiento y control, por su
parte N̂∗1 y N̂∗0 son las estimaciones de los tamaños poblacionales, respectivamente. Con
varianza del estimador dada por
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V (τ̂DIF ) = V

(
1

N̂∗1
t̂yπ∗(1)

)
+ V

(
1

N̂∗0
t̂yπ∗(0))

)
(3.6)

Que corresponde a la varianza de un diseño en dos fases (ver caṕıtulo 2), donde

t̂yπ∗(W ) =
n1∑
k=1

yk(W )
πkξk

es el π∗-estimador del total y W es la indicadora de pertenencia

al grupo tratamiento o control, nótese que no se incluye ninguna medida de covarian-
za debido a que se supone independencia entre las mediciones de los grupos ya que son
excluyentes. En el caso de suponer N1 Y N0 conocido se tendŕıa que

V (τ̂DIF ) =
1

N2
1

V
(
t̂yπ∗(1)

)
+

1

N2
0

V
(
t̂yπ∗(0)

)
(3.7)

En ambos casos (suponiendo N conocido o no), se tiene que

V (t̂yπ∗(W )) =
∑∑

U

∆kl
yk(W )

πk

yl(W )

πl
+ E

(∑∑
S

∆kl|s
yk(W )

πkξk

yl(W )

πlξl

)
(3.8)

Donde ∆kl = πkl − πkπl y ∆kl|s = ξkl − ξkξl y E(.) denota la esperanza respecto al
diseño muestral en la fase uno.

Teniendo como estimador insesgado de la varianza a

V̂ (τ̂DIF ) = V̂

(
1

N̂∗1
t̂yπ∗(1)

)
+ V̂

(
1

N̂∗0
t̂yπ∗(0))

)
(3.9)

y

V̂ (t̂yπ∗(W )) =
∑∑

SM

∆kl

πklξkl

yk(W )

πk

yl(W )

πl
+
∑∑

SM

∆kl|s

ξkl

yk(W )

πkξk

yl(W )

πlξl
(3.10)

Un intervalo del 100(1 − α) % de confianza para el estimador DIF está dado por la

expresión τ̂DIF ± z1−α/2

√
V̂ (τ̂DIF ) donde z1−α/2 es excedido con probabilidad α/2 por la

distribución normal estándar. Respecto a la estimación de la expresión 3.6, la cual consiste
en la razón de dos totales, se debe tener en cuenta que no existe una formula cerrada de
calculo, por lo cual, una alternativa para esto es el método de linealización de Taylor.
Otras alternativas son los métodos de remuestreo (Bootstrap, Jackknife), estas técnicas
también se pueden usar suponiendo N1 y N0 conocidos.

3.4. Inclusión del diseño muestral en el estimador DIFDIF

Si para realizar la evaluación del efecto de una intervención se cuenta con información
sobre la variable de interés previa a la intervención y después de la intervención, además se
puede garantizar la existencia de tendencias paralelas, es decir, durante el tiempo del estu-
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dio tanto el grupo control como el grupo tratamiento no se ven afectados por algún factor
externo que afecte diferencialmente la variable respuesta. Se puede utilizar el estimador
de diferencias en diferencias incluyendo además los pesos muestrales.

3.4.1. Formulación

Suponga que se tiene un universo conocido de antemano y conformado por N elementos
(N finito), sea U = {1, 2, ..., N}, sea y la caracteŕıstica de interés del estudio y por lo
tanto ykt(W ) su valor para el k−ésimo elemento en el tiempo t y W es la indicadora de
pertenencia al grupo tratamiento o control.

Si para la evaluación del estudio fue necesario realizar un muestreo aleatorio proba-
biĺıstico con el fin de poder obtener las mediciones de los elementos de interés. Para n1

y n0 elementos control y tratamiento muestreados respectivamente, este estimador en su
forma no parámetrica obedece a la siguiente expresión matemática:

τ̂DIFDIF =

(
1

N̂1

n1∑
k=1

yk1(1)

πk
− 1

N̂1

n1∑
k=1

yk0(1)

πk

)
−

(
1

N̂0

n0∑
l=1

yl1(0)

πl
− 1

N̂0

n0∑
l=1

yl0(0)

πl

)
(3.11)

Donde N̂1 es el número estimado de unidades en el grupo tratamiento y N̂0 es el
número estimado de unidades en el grupo control, en muchas ocasiones estos valores se
consideran conocidos dependiendo de la disponibilidad de la información.

3.5. Inclusión de los pesos dados por el propensity score en
el estimador DIF-DIF

Como se comentó anteriormente, para poder aplicar el estimador de diferencias en
diferencias con el fin de realizar de manera adecuada la evaluación del efecto de un tra-
tamiento, es necesario contar con información panel con mediciones al inicio y al final del
estudio, sin embargo, el uso de esta metodoloǵıa se puede mejorar con el uso del propensity
score matching (Bernal & Peña, 2011).

El uso de estos puntajes con el fin de encontrar un balanceo en las covariables siguen
el supuesto de que todas las variables que explican la diferencia entre los grupos se pueden
especificar en el modelo de propensity, sin embargo, esto puede ser muy complicado de
cumplir en la práctica, no obstante, si se usa propensity score cualquiera sea el método de
emparejamiento junto a la técnica DIFDIF el supuesto se puede relajar. Por lo anterior,
la metodoloǵıa del DIFDIF con propensity score matching, resulta una muy buena opción
en la obtención de la validez interna en estudios observacionales en los cuales se quiera
medir el efecto de un tratamiento.

Análogamente al estimador DIF, una vez se lleva a cabo el matching sobre la muestra
inicialmente seleccionada, algunos elementos tanto del grupo control como del grupo tra-
tamiento pueden no quedar incluidos en los grupos balanceados, lo cual se considera como
la selección de una submuestra que obedece a un diseño en dos fases, donde la primera
fase estará dada por el diseño con el cual se selecciona la muestra original y la segunda
fase es inducida por el matching bajo la medida de probabilidad del propensity score.
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3.5.1. Formulación

Bajo el mismo escenario y notación presentada en la sección 3.4, y bajo el supuesto
de que no todos los elementos seleccionados en la muestra inicial puedan ser emparejados
se obtiene una submuestra SM ⊆ S bajo la medida de probabilidad α (o equivalente a
ξ = f(α)), suponiendo un diseño en dos fases. De acuerdo con lo anterior, el estimador de
diferencias en diferencias es presentado bajo la siguiente expresión:

τ̂DIFDIF =

(
1

N̂∗1

n1∑
k=1

yk1(1)

πkξk
− 1

N̂∗1

n1∑
k=1

yk0(1)

πkξk

)
−

(
1

N̂∗0

n0∑
l=1

yl1(0)

πlξl
− 1

N̂∗0

n0∑
l=1

yl0(0)

πlξl

)
(3.12)

Donde ykt(W ) el resultado para el k−ésimo elemento en el tiempo t para el grupo W .
Por su parte, la varianza es dada por

V (τ̂DIFDIF ) =

(
V

(
1

N̂∗
1

t̂yπ∗1(1)

)
+ V

(
1

N̂∗
1

t̂yπ∗0(1)

))
+

(
V

(
1

N̂∗
0

t̂yπ∗1(0)

)
+ V

(
1

N̂∗
0

t̂yπ∗0(0)

))

−2 ∗ cov

(
1

N̂∗
1

t̂yπ∗1(1),
1

N̂∗
1

t̂yπ∗0(1)

)
− 2 ∗ cov

(
1

N̂∗
0

t̂yπ∗1(0),
1

N̂∗
0

t̂yπ∗0(0)

)
(3.13)

Donde t̂yπ∗t(W ) es el π∗-estimador del total de y en el tiempo t, W es la indicadora de
pertenencia al grupo tratamiento o control. Note que en la anterior expresión es necesario
calcular las covarianzas para las mismas cohortes de individuos ya que no se podŕıa suponer
independencia para un individuo medido en dos diferentes momentos.

En el caso de suponer N conocido se tendŕıa lo siguiente

V (τ̂DIFDIF ) =

(
1

N2
1

V (t̂yπ∗1(1)) +
1

N2
1

V (t̂yπ∗0(1))

)
+

(
1

N2
0

V (t̂yπ∗1(0)) +
1

N2
0

V (t̂yπ∗0(0))

)
−2 ∗ cov

(
1

N1
t̂yπ∗1(1),

1

N1
t̂yπ∗0(1)

)
− 2 ∗ cov

(
1

N0
t̂yπ∗1(0),

1

N0
t̂yπ∗0(0)

)
(3.14)

En cualquiera de los dos casos (suponiendo N conocido o no), se tiene que.

V (t̂yπ∗(W )) =
∑∑

U

∆kl
yk(W )

πk

yl(W )

πl
+ E

(∑∑
S

∆kl|s
yk(W )

πkξk

yl(W )

πlξl

)
(3.15)

Donde ∆kl = πkl − πkπl y ∆kl|s = ξkl − ξkξl y E(.) denota la esperanza respecto al
diseño muestral en la fase uno.

Teniendo como estimador de la varianza a
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V̂ (τ̂DIFDIF ) =

(
V̂

(
1

N̂∗
1

t̂yπ∗1(1)

)
+ V̂

(
1

N̂∗
1

t̂yπ∗0(1)

))
+

(
V̂

(
1

N̂∗
0

t̂yπ∗1(0)

)
+ V̂

(
1

N̂∗
0

t̂yπ∗0(0)

))

−2 ∗ ˆcov

(
1

N̂∗
1

t̂yπ∗1(1),
1

N̂∗
1

t̂yπ∗0(1)

)
− 2 ∗ ˆcov

(
1

N̂∗
0

t̂yπ∗1(0),
1

N̂∗
0

t̂yπ∗0(0)

)
(3.16)

y

V̂ (t̂yπ∗(W )) =
∑∑

Sm

∆kl

πklξkl

yk(W )

πk

yl(W )

πl
+
∑∑

Sm

∆kl|s

ξkl

yk(W )

πkξk

yl(W )

πlξl
(3.17)

De igual manera al estimador DIF, un intervalo del 100(1 − α) % de confianza para

el estimador DIFDIF está dado por la expresión τ̂DIFDIF ± z1−α/2

√
V̂ (τ̂DIFDIF ) donde

z1−α/2 es excedido con probabilidad α/2 por la distribución normal estándar. Por otro
lado, nótese que no se cuenta con una expresión cerrada de las covarianzas planteadas,
por lo anterior, para la estimación de la varianza se debe usar alguno de los métodos de
remuestreo o linealización de Taylor.

3.6. Estimadores DIF y DIFDIF con propensity score en di-
seños MAS y πPT

Con el fin de ilustrar la formulación presentada anteriormente con algunos de los diseños
vistos en el caṕıtulo 2, en esta sección se realiza el desarrollo de los estimadores DIF y
DIFDIF para un diseño MAS y un diseño πPT.

3.6.1. El estimador DIF para diseño MAS

Suponga un universo finito U = {1, 2, ..., N}, sea y la caracteŕıstica de interés del
estudio y por lo tanto yk(W ) su valor para el k−ésimo elemento y W la indicadora
de pertenencia al grupo tratamiento o control. Se selecciona una muestra S bajo un
diseño MAS, además se recolecta un vector de covariables X con el cual se estima el
propensity score ξk para cada individuo muestreado y finalmente se realiza el matching
para generar una submuestra SM ⊆ S, además suponga que las asignación al tratamiento
es independiente entre individuos.

Suponiendo N conocido, se tiene:

τ̂DIF =

(
1

N1

n1∑
k=1

yk(1)
n
N ξk

− 1

N0

n0∑
l=1

yl(0)
n
N ξl

)

=
N

n

(
1

N1

n1∑
k=1

yk(1)

ξk
− 1

N0

n0∑
l=1

yl(0)

ξl

) (3.18)
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La varianza vendrá dada por

VMAS(τ̂DIF ) =

(
1

N2
1

VMAS(t̂yπ∗(1))

)
+

(
1

N2
0

VMAS(t̂yπ∗(0))

)
(3.19)

con

VMAS(t̂yπ∗(W )) =
N2

n

(
1− n

N

)
S2
U (W ) + E

(∑
S

(
1

ξk
− 1

)(
N

n
yk(W )

)2
)

(3.20)

Donde S2
U (W ) = 1

NW−1

∑
U (yk(W )− ȳU (W ))2

Y el estimador de la varianza seguirá la siguiente expresión

V̂MAS(τ̂DIF ) =

(
1

N2
1

V̂MAS(t̂yπ∗(1))

)
+

(
1

N2
0

V̂MAS(t̂yπ∗(0))

)
(3.21)

con

V̂MAS(t̂yπ∗(W )) =
N2

n

(
1− n

N

)
S2
SM

(W ) +
∑
SM

(1− ξk)
(
Nyk(W )

nξk

)2

(3.22)

Donde S2
SM

(W ) = 1
nW−1

∑
SM

(yk(W )− ȳSM
(W ))2

Note que es posible expresar la varianzas para la segunda fase en 3.20 y 3.22 de esa
manera, dado el supuesto de independencia de asignación al tratamiento entre individuos,
por lo cual, ξkl = ξkξl, lo que produce ∆kl|s = 0 para todo k 6= l y ∆kk|s = ξk(1− ξk) para
todo k.

3.6.2. El estimador DIF para diseño πPT

El diseño πPT asume probabilidades de inclusión desiguales, de tal manera que si la
variable auxiliar utilizada presenta una distribución asimétrica esto generará diferencias
notables en los pesos muestrales, por ende omitirlos generaŕıa estimaciones sesgadas.

Suponga un universo finito U = {1, 2, ..., N}, sea y la caracteŕıstica de interés del
estudio y por lo tanto yk(W ) su valor para el k−ésimo elemento y W la indicadora de per-
tenencia al grupo tratamiento o control. Se selecciona una muestra S, además se recolecta
un vector de covariables X con el cual se estima el propensity score ξk para cada individuo
muestreado y finalmente se realiza el matching para generar una submuestra SM ⊆ S.

πk =
nxk∑
U xk

(3.23)

Suponiendo N conocido, se tiene:
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τ̂DIF =

(
1

N1

n1∑
k=1

yk(1)

πkξk
− 1

N0

n0∑
l=1

yl(0)

πlξl

)
(3.24)

La varianza vendrá dada por

VπPT (τ̂DIF ) =

(
1

N2
1

VπPT (t̂yπ∗(1))

)
+

(
1

N2
0

VπPT (t̂yπ∗(0))

)
(3.25)

con

VπPT (t̂yπ∗(W )) =
∑∑

U

∆kl
yk(W )

πk

yl(W )

πl
+ E

(∑∑
S

(ξkl − ξkξl)
yk(W )

πkξk

yl(W )

πlξl

)
(3.26)

Y el estimador de la varianza del estimador seguirá la siguiente expresión

V̂πPT (τ̂DIF ) =

(
1

N2
1

V̂πPT (t̂yπ∗(1))

)
+

(
1

N2
0

V̂πPT (t̂yπ∗(0))

)
(3.27)

con

V̂πPT (t̂yπ∗(W )) =
∑∑

SM

∆kl

π∗kl

yk(W )

πk

yl(W )

πl
+
∑∑

SM

(ξkl − ξkξl)
ξkl

yk(W )

πkξk

yl(W )

πlξl
(3.28)

Para este ejemplo no se supone independencia (aunque se podŕıa suponer) entre indi-
viduos, luego no es posible simplificar las expresiones como se hizo en el caso de MAS.

3.6.3. El estimador DIFDIF para diseño MAS

Sea U = {1, 2, ..., N}, sea y la caracteŕıstica de interés del estudio y por lo tanto ykt(W )
su valor para el k−ésimo elemento en el tiempo t y sea W la indicadora de pertenencia
al grupo tratamiento o control, suponga que se aplica un muestreo aleatorio simple con el
fin de seleccionar una muestra S, con base en X se aplica la técnica de propensity score
matching obteniendo SM ⊆ S, con base en esta submuestra se aplica el estimador DIFDIF.
Bajo los supuestos de independencia entre individuos tratamiento y control y N conocido,
se tiene que:

τ̂DIFDIF =

(
1

N1

n1∑
k=1

yk1(1)
n
N ξk

− 1

N1

n1∑
k=1

yk0(1)
n
N ξk

)
−

(
1

N0

n1∑
l=1

yl1(0)
n
N ξl

− 1

N0

n0∑
l=1

yl0(0)
n
N ξl

)

=
N

n

((
1

N1

n1∑
k=1

yk1(1)

ξk
− 1

N1

n1∑
k=1

yk0(1)

ξk

)
−

(
1

N0

n0∑
l=1

yl1(0)

ξl
− 1

N0

n0∑
l=1

yl0(0)

ξl

))
(3.29)
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La varianza vendrá dada por

VMAS(τ̂DIFDIF ) =

(
1

N2
1

VMAS(t̂yπ∗1(1)) +
1

N2
1

VMAS(t̂yπ∗0(1))

)
+

(
1

N2
0

VMAS(t̂yπ∗1(0)) +
1

N2
0

VMAS(t̂yπ∗0(0))

)
− 2 ∗ cov

(
1

N1
t̂yπ∗1(1),

1

N1
t̂yπ∗0(1)

)
− 2 ∗ cov

(
1

N0
t̂yπ∗1(0),

1

N0
t̂yπ∗0(0)

)
(3.30)

con

VMAS(t̂yπ∗t(W )) =
N2

n

(
1− n

N

)
S2
Ut(W ) + E

(∑
U

(
1

ξk
− 1

)(
N

n
ykt(W )

)2
)

(3.31)

Donde S2
Ut(W ) = 1

NW−1

∑
U (ykt(W )− ¯yUt(W ))2

Y el estimador de la varianza del estimador seguirá la siguiente expresión

V̂MAS(τ̂DIFDIF ) =

(
1

N2
1

V̂MAS(t̂yπ∗1(1)) +
1

N2
1

V̂MAS(t̂yπ∗0(1))

)
+

(
1

N2
0

V̂MAS(t̂yπ∗1(0)) +
1

N2
0

V̂MAS(t̂yπ∗0(0))

)
− 2 ∗ ˆcov

(
1

N1
t̂yπ∗1(1),

1

N1
t̂yπ∗0(1)

)
− 2 ∗ ˆcov

(
1

N0
t̂yπ∗1(0),

1

N0
t̂yπ∗0(0)

)
(3.32)

con

V̂MAS(t̂yπ∗t(W )) =
N2

n

(
1− n

N

)
S2
Smt(W ) +

∑
SM

(1− ξk)
(
Nykt(W )

nξk

)2

(3.33)

Donde S2
SM

(W ) = 1
nW−1

∑
SM

(ykt(W )− ȳSM
(W ))2

3.6.4. El estimador DIFDIF para diseño πPT

Se presenta el desarrollo del estimador DIFDIF para el diseño πPT. Sea U =
{1, 2, ..., N}, sea y la caracteŕıstica de interés del estudio y por lo tanto ykt(W ) su valor
para el k−ésimo elemento en el tiempo t y W indica si el elemento muestreado pertenece
al grupo tratamiento o control, suponga que se aplica un muestreo πPT con el fin de
evaluar el efecto de un tratamiento que fue asignado de manera no aleatoria a un gru-
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po de unidades, se utiliza el estimador DIFDIF para evaluar la magnitud del efecto del
tratamiento.

Bajo la hipótesis de que se conoce el tamaño poblacional N, el estimador está dado
por

τ̂DIFDIF =

(
1

N1

n1∑
k=1

yk1(1)

πkξk
− 1

N1

n1∑
k=1

yk0(1)

πkξk

)
−

(
1

N0

n0∑
l=1

yl1(0)

πlξl
− 1

N0

n0∑
l=1

yl0(0)

πlξl

)
(3.34)

La varianza vendrá dada por

VπPT (τ̂DIFDIF ) =

(
1

N2
1

VπPT (t̂yπ∗1(1)) +
1

N2
1

VπPT (t̂yπ∗0(1))

)
+

(
1

N2
0

VπPT (t̂yπ∗1(0)) +
1

N2
0

VπPT (t̂yπ∗0(0))

)
− 2 ∗ cov

(
1

N̂1

t̂yπ∗1(1),
1

N̂1

t̂yπ∗0(1)

)
− 2 ∗ cov

(
1

N̂0

t̂yπ∗1(0),
1

N̂0

t̂yπ∗0(0)

)
(3.35)

con

VπPT (t̂yπ∗t(W )) =
∑∑

U

∆kl
ykt(W )

πk

ylt(W )

πl
+ E

(∑∑
U

(ξkl − ξkξl)
ykt(W )

πkξk

ylt(W )

πlξl

)
(3.36)

Y el estimador de la varianza seguirá la siguiente expresión

V̂πPT (τ̂DIFDIF ) =

(
1

N2
1

V̂πPT (t̂yπ∗1(1)) +
1

N2
1

V̂πPT (t̂yπ∗0(1))

)
+

(
1

N2
0

V̂πPT (t̂yπ∗1(0)) +
1

N2
0

V̂πPT (t̂yπ∗0(0))

)
− 2 ∗ ˆcov

(
1

N̂1

t̂yπ∗1(1),
1

N̂1

t̂yπ∗0(1)

)
− 2 ∗ ˆcov

(
1

N̂0

t̂yπ∗1(0),
1

N̂0

t̂yπ∗0(0)

)
(3.37)

con

V̂πPT (t̂yπ∗t(W )) =
∑∑

SM

∆kl

π∗kl

ykt(W )

πk

ylt(W )

πl
+
∑∑

SM

(ξkl − ξkξl)
ξkl

ykt(W )

πkξk

ylt(W )

πlξl
(3.38)



CAPÍTULO 4

Diseños muestrales con propensity score matching

en datos simulados

En el caṕıtulo 3, se realizó el desarrollo de los estimadores de diferencias (DIF) y de
diferencias en diferencias (DIFDIF), ponderados por los pesos muestrales inducidos por
el diseño muestral y también incluyendo las ponderaciones dadas por el propensity score
matching. En particular, se presentaron la expresiones matemáticas de los estimadores del
efecto y de sus respectivas varianzas para los diseños MAS y πPT.

En este caṕıtulo, se pretende evaluar el comportamiento de estos estimadores utilizando
como base un conjunto de datos simulados. Para lo cual se plantean diferentes diseños
muestrales que son de uso común en la práctica. Adicional a esto, se evalúa la inclusión o
no de los pesos de muestreo en la estimación del propensity score matching. Finalmente
para el proceso de estimación de los efectos se utilizan diferentes tipos de ponderaciones de
propensity score con el fin de encontrar cuál presenta los mejores resultados en términos
de sesgo.

Para lo anterior, con los datos simulados se calcula el valor de los parámetros de interés,
ATE y ATT a nivel poblacional, luego se selecciona una muestra con base en alguno de los
diseños propuestos y se estiman estos valores utilizando los estimadores planteados. Este
proceso se repite varias veces siguiendo el método de simulación de Montecarlo.

4.1. Simulación de datos

Se realizó la simulación de una población de 9.000 individuos, además, se generó una
matriz de covariables X, compuesta por cuatro variables con distribución normal que
presentan la siguiente matriz de correlaciones


1, 00 0, 45 0, 80 0, 005
0, 45 1, 00 0, 60 0, 002
0, 80 0, 60 1, 00 −0, 006
0, 005 0, 002 −0, 006 1, 00



39
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En los estudios de inferencia causal, se suele disponer de variables que están correlacio-
nadas entre ellas, por lo cual, se generó, X1, X2 y X3 variables correlacionadas, mientras
que la variable X4 se simuló independiente a este grupo1, adicionalmente se creó una
variable categórica con dos niveles. Para la generación de la probabilidad α de asigna-
ción de los elementos al grupo tratamiento con el fin de evitar problemas de colinealidad,
se realizó primero un análisis de componentes principales seleccionando las dos primeras
componentes, el modelo que se planteó fue:

α =
1

1 + exp (γ0 + γ1Z1 + γ2Z2 + γ3K1)
(4.1)

Donde Z1 corresponde a la primera componente principal asociada principalmente al
grupo de variables X1, X2 y X3, mientras que Z2 corresponde a la componente 2 y
está principalmente asociada a la variable X4, por otro lado, K1 representa la variable
categórica. Con base en las probabilidades αk obtenidas, cada individuo fue asignado al
grupo tratamiento mediante una aleatorización Bernoulli(αk).

En la ecuación 4.1, se utilizaron diferentes combinaciones de parámetros para evaluar
las bondades de los estimadores (ver anexo B). En el gráfico 4.1 se muestran los dos tipos
de distribución del soporte común para el propensity score simulado (de aqúı en adelante
notadas como PSC1 y PSC2, respectivamente).

Figura 4.1. Soporte común para los escenarios de Propensity Score simulados

1Las magnitudes de las correlaciones fueron puestas arbitrariamente
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En la figura 4.1, el grupo control se nota como 0 y el grupo tratamiento como 1. Se
observa para PSC1, que el grupo tratamiento y control comparten el soporte en gran
parte del rango de valores, sin embargo, los individuos con probabilidades más bajas
de pertenecer al tratamiento en el grupo control tienen menos individuos con los cuales
pueden hacer matching, de igual manera ocurre con los elementos del grupo tratamiento
con probabilidades altas. La distribución PSC2 muestra un menor traslape en el soporte
común entre las unidades tratamiento y control, lo cual refleja una situación no ideal en
la cual las caracteŕısticas entre los grupos son desbalanceadas.

Para la generación de la variable respuesta Y en el tiempo inicial, se planteó una
regresión lineal que presenta la siguiente expresión matemática, en el caso del grupo control

Y0(0) = γ0 + γ1X1 + γ2X2 + γ3X3 + γ4X4 + γ5K1 + ε0(0) (4.2)

y en el caso del grupo tratamiento, está dada por

Y0(1) = Y0(0) + δ0 + ε0(1) (4.3)

En el tiempo final, la variable respuesta tiene la siguiente expresión matemática para
el grupo control

Y1(0) = Y0(0) + δ1 + ε1(0) (4.4)

y para el grupo tratamiento

Y1(1) = Y0(0) + δ1 + ∆ + ε1(1) (4.5)

con εt(W ) ∼ N(0, 1) el error de medida en los diferentes modelos, además ∆2, δ0 y δ1,
son perturbaciones dadas al modelo con el fin de producir variaciones entre los grupos y
tiempos de interés, el valor fijado para todas fue de 2, magnitud3 basada en (Ridgeway
et al., 2015; DuGoff et al., 2014). En el apéndice B se encuentra el código de programación
de las simulaciones el cual fue desarrollado en el software R.

Posterior a la simulación de la población, se realizó la selección de una muestra, se
probaron diferentes tamaños muestrales, sin embargo, para este documento se usó n = 900,
lo cual equivale al 10 % del total de la población simulada y se considera un tamaño
razonable para un estudio práctico. Se plantearon los siguientes diseños: MAS, en este
caso la muestra es independiente tanto de las covariables como del tratamiento, ESTMAS
utilizando como estrato la variable tratamiento, πPT utilizando como variable auxiliar
una de las covariables simuladas que correlacionaba con Y , y un diseño en dos etapas
πPT-MAS, para llevar a cabo este último diseño se generaron unos conglomerados que
equivaldŕıan a las unidades primarias de muestreo.

Con base en la muestra seleccionada, se ajustó un modelo de regresión loǵıstica
P (W |X, π), usando todas las covariables disponibles (X1, X2, X3, X4 y K1), para estimar
la probabilidad de pertenecer al tratamiento, además se realizó el proceso de matching con

2Este valor se incluye solamente en las simulaciones para DIFDIF
3multiplicando por 10 el valor usado en estos estudios
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base en esta medida usando el algoritmo del vecino más cercano (ver caṕıtulo 2). Respecto
al ajuste del modelo se evaluaron tres estrategias diferentes:

• No considerar los pesos muestrales en la estimación del propensity (en adelante
notado como M1).

P̂ (W = 1|X, π) = β̂0 + β̂1X1 + ...+ β̂4X4 + β̂5K1

• Considerar los pesos muestrales como covariable en el proceso de estimación del
modelo (notado como M2).

P̂ (W = 1|X, π) = β̂0 + β̂1X1 + ...+ β̂4X4 + β̂5K1 + β̂6W

• Considerar los pesos muestrales en la estimación del propensity (con notación dada
por M3).

P̂ (W = 1|X, π) = β̂0 + β̂1X1 + ...+ β̂4X4 + β̂5K1

Con β̂i para i desde 1 hasta 5 estimados usando los pesos muestrales bajo la función
de cuasi-versimilitud.

Finalmente, se emplearon tres tipos de ponderación en el proceso de simulación. La
primera consistió en asignar a los grupos tratamiento y control la probabilidad ξktipo1=
αk con αk la probabilidad dada por el modelo loǵıstico de pertenecer al grupo tratamiento.

La segunda ponderación usada fue la presentada por Hirano et al. (2003), Ridgeway
et al. (2015), en la cual se establece que:

ξktipo2 =

{
αk para los elementos del grupo tratamiento

1− αk para los elementos del grupo control

Siendo αk la probabilidad de pertenecer al grupo tratamiento y dado que sólo hay
dos posibles categoŕıas, la probabilidad de estar en el grupo control se define como el
complemento.

El tercer tipo, fue una ponderación presentada por Ridgeway et al. (2015), Lunceford
& Davidian (2004), ellos aplican sobre cada grupo las siguientes ponderaciones:

ξktipo3 =

{
1 para los elementos del grupo tratamiento
1−αk
αk

para los elementos del grupo control

El objetivo de la simulación fue estimar los parámetros ATE y ATT para los valores
simulados de la variable Y , haciendo uso de los estimadores DIF y DIFDIF, para lo cual
se evaluaron diferentes combinaciones de ajuste del modelo de propensity score matching
y diferentes tipos de configuraciones de pesos muéstrales sobre los diseños muéstrales
previamente mencionados.

En la tabla 4.1 se realiza el resumen de cada estrategia (o procedimiento) de estima-
ción usada, a modo de ejemplo, para la fila uno la estrategia con etiqueta Nulo, indica que
sobre la población simulada se selecciona una muestra para la cual no se realiza propensity
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score matching ni se utiliza ningún tipo de peso. Mientras que la etiqueta tipo1a, indica
que sobre la muestra seleccionada se ajusta un modelo M1 (modelo ajustado sin uso de
pesos muestrales), se utilizan los pesos de muestreo junto al peso de propensity ξtipo1 en
el proceso de estimación de los efectos causales. Note que en esta tabla, hay cuatro agrupa-
ciones de propuestas, la primera (Nulo, Refer y tipo0b), son estrategias que comúnmente
se realizan en la práctica, en particular, la Refer que consiste en seleccionar una muestra,
realizar el matching y estimar el efecto del tratamiento sin usar ningún peso, para efectos
de este trabajo fue la estrategia de referencia y a la cual se esperaba superar con las demás
propuestas. Por otro lado, el resto de agrupaciones son las diferentes alternativas que se
proponen en este documento.

Tabla 4.1. Estrategias de estimación del efecto de tratamiento.

Etiqueta PPS-Matching Peso muestral Peso propensity

Nulo No No No
Refer M1 No No

tipo0b M1 Si No

tipo1a M1 Si ξtipo1
tipo1b M1 Si ξtipo2
tipo1c M1 Si ξtipo3

tipo2a M2 Si ξtipo1
tipo2b M2 Si ξtipo2
tipo2c M2 Si ξtipo3

tipo3a M3 Si ξtipo1
tipo3b M3 Si ξtipo2
tipo3c M3 Si ξtipo3

4.2. Resultados

Hasta el momento en este caṕıtulo se han descrito las caracteŕısticas del proceso de
simulación. En esta sección se pretende evaluar los resultados de los estimadores de las
diferentes estrategias planteadas. Para lo cual, se desarrollaron 3.000 simulaciones de tipo
Montecarlo, de acuerdo con, Ridgeway et al. (2015), más de 2.000 repeticiones de este
proceso son suficientes para obtener un buen estimativo de las medidas de ajuste de las
metodoloǵıas. Inicialmente se evaluó el balanceo entre las covariables pre y post matching,
posterior a esto, se estimó el sesgo absoluto, el coeficiente de variación, y el sesgo relativo
definido como:

R =
SesgoAbsoluto(θ̂)

θ
(4.6)

Adicionalmente, se observó la cobertura de los estimadores, visto como la frecuencia
con la que se capturó el efecto del tratamiento poblacional real en un intervalo de con-
fianza de aproximadamente el 95 %. Todo este proceso se llevo a cabo usando los paquetes
“Matching” y “survey” del programa estad́ıstico R, los scripts que fueron desarrollados
para este proceso, son reportados en el apéndice B. Finalmente, con base en los resultados
potenciales simulados para toda la población se encontró que los valores de los parámetros
son aproximadamente ATE = 2.1 y ATT = 1.99.



CAPÍTULO 4. SIMULACIONES 44

4.2.1. Calidad del matching

Inicialmente sobre los resultados de las simulaciones se comparó el nivel de balanceo
entre las covariables utilizadas para estimar el modelo del propensity score, en la tabla 4.2
se presenta de manera global las diferencias absolutas de los promedios para las covariables
entre los grupos control y tratamiento.

Tabla 4.2. Diferencias absolutas entre los promedios del grupo control y tratamiento pre-
matching (Original) y pos-matching (M1, M2, M3).

Escenario Variable Original M1 M2 M3

PSC1 X1 0,572 0,062 0,062 0,063
PSC1 X2 0,506 0,053 0,053 0,053
PSC1 X3 0,609 0,070 0,070 0,070
PSC1 X4 0,378 0,055 0,055 0,054

PSC2 X1 0,943 0,279 0,279 0,279
PSC2 X2 0,807 0,211 0,210 0,211
PSC2 X3 0,983 0,287 0,286 0,287
PSC2 X4 0,014 0,012 0,012 0,012

En la tabla 4.2, las columnas Escenario y Variable indican sobre los dos tipos de
escenarios simulados que variable se está comparando, mientras que la columna Original
muestra la diferencia absoluta pre-tratamiento entre los grupos control y tratamiento,
finalmente, M1, M2 y M3 son las diferencias absolutas después de realizar el propensity
score matching, con lo tres tipos de ajuste del modelo loǵıstico comentados en la sección
4.1.

Se observó que entre los dos escenarios el que presentaba mayor diferencia en las
covariables pre-tratamiento era el dos, esto era de esperarse ya que teńıa el menor traslape
en el soporte común. Posterior a la aplicación del matching, de manera general se puede
ver una reducción en las diferencias de todas la covariables para todos los modelos M1, M2
y M3, ya que por ejemplo, para PSC1 la variable X1 pasa de una diferencia original de
0, 572 a 0, 062 o 0, 063, lo que se considera como un buen balanceo. Respecto a la diferencias
entre los modelos se observó que los tres equilibraron similarmente a las subpoblaciones y
entre escenarios el que mejor quedó ajustado fue el dado por el PSC1.

4.2.2. Resultados estimador DIF

Con los grupos control y tratamiento balanceados como se mostró en la sección anterior,
se procedió a realizar la estimación del efecto con base en el estimador DIF, este proceso fue
llevado a cabo iterativamente mediante simulaciones de tipo Montecarlo y los resultados
son presentados en la tabla 4.3. El tamaño de muestra fue aproximadamente de 9004,
sobre el cual se realizó el proceso de matching quedando como resultado una submuestra
de aproximadamente el 65 % de la muestra original.

4en el caso del diseño en dos etapas el tamaño de muestra no es fijo.
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Tabla 4.3. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900 en
escenario PSC1.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95 %) cve

ATE

MAS tipo3a 0,0765 0,0382 0,9970 0,0642
MAS tipo1a 0,0775 0,0387 0,9977 0,0635
MAS tipo2a 0,0799 0,0399 0,9983 0,0642
MAS Refer 0,2240 0,1117 0,8340 0,0646

ESTMAS tipo3a 0,0776 0,0387 0,9973 0,0641
ESTMAS tipo1a 0,0793 0,0396 0,9980 0,0644
ESTMAS tipo2a 0,0793 0,0396 0,9963 0,0650
ESTMAS Refer 0,2271 0,1133 0,8363 0,0636

PIPT tipo2a 0,0455 0,0227 0,9993 0,0637
PIPT tipo1a 0,0472 0,0236 0,9990 0,0631
PIPT tipo3a 0,0518 0,0258 0,9990 0,0641
PIPT Refer 0,1486 0,0742 0,9597 0,0602

2PIMAS tipo2a 0,0695 0,0347 0,9993 0,0653
2PIMAS tipo1a 0,0697 0,0348 0,9980 0,0650
2PIMAS tipo3a 0,0700 0,0349 0,9980 0,0646
2PIMAS Refer 0,1994 0,0995 0,8870 0,0620

ATT

MAS tipo3a 0,0749 0,0374 0,9970 0,0642
MAS tipo1a 0,0758 0,0379 0,9977 0,0635
MAS tipo2a 0,0782 0,0391 0,9983 0,0642
MAS Refer 0,2223 0,1110 0,8363 0,0646

ESTMAS tipo3a 0,0759 0,0379 0,9977 0,0641
ESTMAS tipo1a 0,0777 0,0388 0,9983 0,0644
ESTMAS tipo2a 0,0776 0,0388 0,9963 0,0650
ESTMAS Refer 0,2254 0,1126 0,8397 0,0636

PIPT tipo2a 0,0439 0,0219 0,9993 0,0637
PIPT tipo1a 0,0455 0,0227 0,9990 0,0631
PIPT tipo3a 0,0501 0,0250 0,9990 0,0641
PIPT Refer 0,1470 0,0734 0,9617 0,0602

2PIMAS tipo2a 0,0678 0,0338 0,9993 0,0653
2PIMAS tipo1a 0,0680 0,0340 0,9980 0,0650
2PIMAS tipo3a 0,0683 0,0341 0,9983 0,0646
2PIMAS Refer 0,1977 0,0987 0,8897 0,0620

Se observa en la tabla 4.3, los resultados del proceso de simulación para el escenario
PSC1 sobre el estimador DIF, ésta se divide en los resultados para la estimación del
efecto ATE y ATT respectivamente, en la columna Diseño se describen los 4 diseños
usados (MAS, ESTMAS, πPT, 2 etapas πPT-MAS), estos a su vez son desagregados por
los tres tipos de procedimientos que obtuvieron menor sesgo relativo, más los resultados
obtenidos por la estrategia de referencia (Refer), que equivale a realizar matching pero no
usar ningún tipo de peso, la tabla completa con todos los resultados es presentada en el
apéndice A (tablas A.1 y A.2). Las demás columnas son las medidas de ajuste de interés,
las cuales en su orden son: Sesgo Absoluto, Sesgo Relativo, Cobertura y el coeficiente de
variación cve. Como ejemplo, obsérvese que para la primera fila se tienen los resultados
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del diseño MAS aplicado bajo el procedimiento tipo3a que equivale a realizar matching
y aplicar los pesos muestrales junto a los pesos de propensity ξtipo1, ajustados bajo el
modelo M3, en este caso los valores de la medidas evaluadas fueron 0, 0765, 0, 0382, 0, 9970
y 0, 0642 respectivamente.

De los resultados se infiere que: sistemáticamente las estrategias que hacen uso de los
pesos de propensity ξtipo1 (tipo1a, tipo2a y tipo3a) obtuvieron los mejores resultados en
cuanto al sesgo para todos los diseños simulados y en particular contra el de referencia.
Entre los tipos de ajustes, si bien los modelos M3 y M2 presentaron los mejores resultados,
no hay diferencias notorias entre los resultados en comparación con el ajuste M1, por
ejemplo, en el caso del diseño ESTMAS, lo valores del sesgo relativo (0, 038, 0, 0387 y
0, 0399) fueron muy cercanos. Los valores de cobertura fueron superiores al 95 % para
estas estrategias, nótese que están por debajo de este valor para la estrategia de referencia.
Respecto al cve, todos los procedimientos descritos en la tabla presentaron valores cercanos
y no se evidencia mejoras en estos valores. El resto de los resultados se muestran en el
anexo A, en el cual se observa que las estrategias con los otros tipos de pesos mostraron
menor cve pero también más sesgo. Finalmente, cabe mencionar que la estrategia que
presentó más sesgo es la nula, en la cual no se realiza ningún tipo de matching ni uso de
pesos, con valores de sesgo relativo aproximados a 0, 55.

De manera análoga a los resultados para el escenario PSC1, se presentan en la tabla
4.4 los valores de los sesgos y el cve para el escenario PSC2, en este caso sobre la muestra
de 900 después del matching se seleccionaba en promedio aproximadamente el 60 % de los
elementos en la submuestra.



CAPÍTULO 4. SIMULACIONES 47

Tabla 4.4. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900 en
escenario PSC2.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95 %) cve

ATE

MAS tipo2a 0,3927 0,1959 0,8747 0,0839
MAS tipo1a 0,3929 0,1960 0,8743 0,0838
MAS tipo3a 0,3930 0,1961 0,8767 0,0837
MAS Refer 0,6053 0,3020 0,3707 0,0777

ESTMAS tipo3a 0,3889 0,1940 0,8880 0,0806
ESTMAS tipo2a 0,3895 0,1943 0,8803 0,0811
ESTMAS tipo1a 0,3899 0,1945 0,8790 0,0809
ESTMAS Refer 0,6033 0,3010 0,3723 0,0777

PIPT tipo2a 0,2021 0,1008 0,9230 0,0712
PIPT tipo1a 0,2039 0,1017 0,9140 0,0728
PIPT tipo3a 0,2080 0,1038 0,9163 0,0714
PIPT Refer 0,3503 0,1748 0,3147 0,0671

2PIMAS tipo2a 0,3766 0,1879 0,9290 0,0829
2PIMAS tipo3a 0,3779 0,1886 0,9207 0,0824
2PIMAS tipo1a 0,3781 0,1886 0,9173 0,0826
2PIMAS Refer 0,5874 0,2930 0,3733 0,0782

ATT

MAS tipo2a 0,3818 0,1915 0,8987 0,0839
MAS tipo1a 0,3821 0,1917 0,9000 0,0838
MAS tipo3a 0,3821 0,1917 0,9013 0,0837
MAS Refer 0,5944 0,2982 0,3717 0,0777

ESTMAS tipo3a 0,3781 0,1897 0,9157 0,0806
ESTMAS tipo2a 0,3786 0,1899 0,9107 0,0811
ESTMAS tipo1a 0,3790 0,1901 0,9103 0,0809
ESTMAS Refer 0,5924 0,2972 0,3727 0,0777

PIPT tipo2a 0,1912 0,0959 0,9360 0,0712
PIPT tipo1a 0,1931 0,0968 0,9277 0,0728
PIPT tipo3a 0,1972 0,0989 0,9260 0,0714
PIPT Refer 0,3394 0,1703 0,3463 0,0671

2PIMAS tipo2a 0,3657 0,1835 0,9583 0,0829
2PIMAS tipo3a 0,3671 0,1841 0,9487 0,0824
2PIMAS tipo1a 0,3672 0,1842 0,9490 0,0826
2PIMAS Refer 0,5765 0,2892 0,3737 0,0782

De nuevo se observó en la tabla 4.4 que la mayor reducción de sesgo respecto a la
estrategia de referencia fue en los procedimientos tipo1a, tipo2a y tipo3a, para todos los
diseños evaluados. Respecto a los diferentes ajustes del modelo, el M2 (el cual usa los pesos
muestrales como covariable en la estimación del modelo), generó la mayoŕıa de veces los
mejores resultados (diseños MAS, PIPT y 2PIMAS), aunque al igual que en el escenario
PSC1, los resultados no difieren mucho respecto a los demás ajustes. En comparación con
el escenario PSC1, los valores de sesgo tanto absolutos como relativos en el PSC2, son
mayores, además los intervalos de cobertura en la mayoŕıa de casos están por debajo del
95 %, en especial, hay una fuerte cáıda para la cobertura de la estrategia de referencia la
cual está por debajo del 40 %. Respecto a los cve, son en general parecidos entre el 7, 5 %
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y el 8, 5 %. Los resultados de los demás procedimientos, se encuentran en el apéndice A en
las tablas A.3 y A.4, nótese en estas que los peores resultados al igual que en el escenario
anterior se dan en la estrategia que no usa matching ni pesos.

Como se ha evidenciado en la dos tablas presentadas para esta sección, los pesos mues-
trales en combinación con el peso de propensity score ξtipo1, han mostrado los mejores
resultados en la disminución del sesgo, en este caso, los tamaños de las submuestras han
estado entre el 60 % y 65 % de la muestra original, sin embargo, considere el caso cuando
se realiza un matching en el cual la submuestra es prácticamente el tamaño de la muestra
original, esto podŕıa pasar en el caso de contar con un buen soporte común entre los dos
grupos o si el procedimiento de matching se realiza seleccionando más de un vecino, en la
tabla 4.5 se muestra el resultado de las simulaciones en el escenario PSC2 bajo el diseño
ESTMAS5 cuando para una muestra de 900 elementos, se lograr hacer matching para más
del 90 %6 de las unidades.

Tabla 4.5. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900 en
escenario PSC2, cuando el tamaño de la submuestra se acerca al de la muestra.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95 %) cve

ATE

ESTMAS tipo2b 0,0090 0,0045 0,9877 0,1009
ESTMAS tipo3b 0,0098 0,0049 0,9897 0,1006
ESTMAS tipo1b 0,0099 0,0050 0,9900 0,1006
ESTMAS tipo2c 0,0716 0,0359 0,9827 0,0935
ESTMAS tipo1c 0,0741 0,0372 0,9820 0,0936
ESTMAS tipo3c 0,0742 0,0372 0,9820 0,0937
ESTMAS Refer 1,4968 0,7511 0,0000 0,0742

ATT

ESTMAS tipo2b 0,0076 0,0038 0.9873 0,1009
ESTMAS tipo1b 0,0084 0,0042 0.9890 0,1006
ESTMAS tipo3b 0,0084 0,0042 0.9890 0,1006
ESTMAS tipo2c 0,0702 0,0352 0.9910 0,0935
ESTMAS tipo1c 0,0727 0,0364 0.9826 0,0936
ESTMAS tipo3c 0,0727 0,0365 0.9820 0,0937
ESTMAS Refer 1,4983 0,7513 0,2700 0,0745

De acuerdo con la tabla 4.5, la mayor disminución de sesgo se obtuvo cuando se usaron
los tipos de ponderación ξtipo2 y ξtipo3, esto se justifica en el hecho de que estas ponde-
raciones, están pensadas para la muestra sin hacer matching (Ridgeway et al., 2015), por
lo cual al seleccionar más elementos es natural que estas ponderaciones den mejores resul-
tados. Sin embargo, al observar el sesgo de la estrategia de referencia 1,49, este es grande,
lo cual indica que no se realizó un buen mathing, es decir, el balanceo de las covariables
no es el óptimo.

4.2.3. Resultados estimador DIFDIF

De igual manera a la sección anterior, se realizaron las simulaciones para el estimador
de DIFDIF, los resultados son presentados siguiendo el mismo esquema de las tablas

5Para los otros diseños los resultados fueron similares.
6Para las unidades tratamiento se buscaron los dos vecinos más cercanos.
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anteriores. Inicialmente en la tabla 4.6, se presentan los valores de los sesgos y el cve para
el escenario PSC1, en donde el porcentaje de submuestra posterior al matching fue cercano
al 65 %.

Tabla 4.6. Resultados de las simulaciones en el estimador DIFDIF para tamaño de muestra 900
en escenario PSC1

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95 %) cve

ATE

MAS tipo1a 0,0004 0,0001 0,9587 0,0142
MAS Refer 0,0005 0,0001 0,9587 0,0118
MAS tipo0b 0,0005 0,0001 0,9587 0,0118

ESTMAS tipo2a 0,0004 0,0001 0,9633 0,0142
ESTMAS tipo1a 0,0005 0,0001 0,9570 0,0144
ESTMAS Refer 0,0010 0,0001 0,9553 0,0119

PIPT Refer 0,0001 0,0000 0,9593 0,0123
PIPT tipo2a 0,0001 0,0000 0,9550 0,0147
PIPT tipo3a 0,0002 0,0001 0,9637 0,0144

2PIMAS nulo 0,0013 0,0007 0,9593 0,0100
2PIMAS tipo1a 0,0014 0,0007 0,9613 0,0143
2PIMAS tipo3a 0,0015 0,0008 0,9550 0,0144
2PIMAS Refer 0,0027 0,0013 0,9587 0,0119

ATT

MAS tipo2b 0,0004 0,0002 0,9590 0,0133
MAS tipo1b 0,0008 0,0004 0,9613 0,0133
MAS tipo3b 0,0008 0,0004 0,9643 0,0133
MAS Refer 0,0024 0,0012 0,9600 0,0118

ESTMAS tipo1b 0,0001 0,0001 0,9600 0,0134
ESTMAS tipo2b 0,0001 0,0001 0,9633 0,0134
ESTMAS tipo3b 0,0001 0,0001 0,9597 0,0134
ESTMAS Refer 0,0015 0,0008 0,9547 0,0119

PIPT tipo3b 0,0015 0,0008 0,9607 0,0138
PIPT tipo1b 0,0018 0,0009 0,9620 0,0138
PIPT tipo2b 0,0017 0,0009 0,9583 0,0140
PIPT Refer 0,0028 0,0014 0,9600 0,0123

2PIMAS Refer 0,0002 0,0001 0,9580 0,0119
2PIMAS tipo0b 0,0003 0,0001 0,9587 0,0119
2PIMAS tipo1b 0,0005 0,0002 0,9573 0,0137

Nótese que en la tabla 4.6, para algunos diseños sólo se reportan tres resultados de
los procedimientos, esto debido a que la estrategia de referencia Refer presenta uno de los
tres mejores resultados. En términos generales en dicha tabla, los sesgos absolutos y rela-
tivos son bastantes pequeños con valores por debajo del 0, 003 y 0, 00107 respectivamente,
además no se observaron grandes diferencias entre las estrategias planteadas, aunque la que
se vió favorecida en especial en la estimación del ATT, es la que utilizó pesos de propensity
ξtipo2, mientras que los resultados de los pesos ξtipo1 que tuvieron buen comportamiento
con el estimador DIF, en este caso sobresalieron en la estimación del ATE. Respecto a
la estimación de la cobertura en todos los casos se encontraron por encima del 95 % y

7algunos valores por ser tan pequeños se aproximaron a 0, 0001
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las magnitudes de los cve fueron similares para todas las propuestas. Cabe resaltar que
para el estimador DIFDIF la estrategia en la cual no se utiliza matching ni tampoco pesos
(procedimiento nulo), no necesariamente presentó los peores resultados (ver apéndice A).

Finalmente se presenta en el cuadro 4.7 los resultados del estimador DIFDIF bajo el
escenario PSC2.

Tabla 4.7. Resultados de las simulaciones en el estimador DIFDIF para tamaño de muestra 900
en escenario PSC2

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95 %) cve

ATE

MAS tipo2b 0,0041 0,0020 0,9637 0,0135
MAS tipo3b 0,0041 0,0020 0,9627 0,0135
MAS tipo1b 0,0041 0,0021 0,9623 0,0135
MAS Refer 0,0084 0,0042 0,9547 0,0107

ESTMAS tipo1c 0,0053 0,0027 0,9537 0,0144
ESTMAS tipo2c 0,0053 0,0027 0,9533 0,0145
ESTMAS tipo3c 0,0053 0,0027 0,9537 0,0144
ESTMAS Refer 0,0097 0,0048 0,9477 0,0109

PIPT tipo3b 0,0041 0,0020 0,9617 0,0142
PIPT tipo2b 0,0043 0,0021 0,9627 0,0142
PIPT tipo1b 0,0043 0,0022 0,9607 0,0141
PIPT Refer 0,0090 0,0045 0,9550 0,0113

2PIMAS tipo2c 0,0053 0,0026 0,9497 0,0146
2PIMAS tipo1c 0,0053 0,0027 0,9503 0,0145
2PIMAS tipo3c 0,0053 0,0027 0,9503 0,0145
2PIMAS Refer 0,0090 0,0045 0,9477 0,0110

ATT

MAS tipo1b 0,0096 0,0048 0,9527 0,0135
MAS tipo2b 0,0095 0,0048 0,9540 0,0135
MAS tipo3b 0,0095 0,0048 0,9517 0,0135
MAS Refer 0,0138 0,0069 0,9303 0,0107

ESTMAS tipo1c 0,0108 0,0054 0,9467 0,0144
ESTMAS tipo2c 0,0108 0,0054 0,9457 0,0145
ESTMAS tipo3c 0,0108 0,0054 0,9463 0,0144
ESTMAS Refer 0,0151 0,0076 0,9157 0,0109

PIPT tipo3b 0,0095 0,0048 0,9543 0,0142
PIPT tipo1b 0,0098 0,0049 0,9527 0,0141
PIPT tipo2b 0,0097 0,0049 0,9503 0,0142
PIPT Refer 0,0145 0,0073 0,9300 0,0113

2PIMAS tipo1c 0,0108 0,0054 0,9433 0,0145
2PIMAS tipo2c 0,0107 0,0054 0,9417 0,0146
2PIMAS tipo3c 0,0108 0,0054 0,9430 0,0145
2PIMAS Refer 0,0144 0,0072 0,9203 0,0110

Para este escenario y bajo el estimador DIFDIF, los mejores resultados en términos
de sesgo se obtuvieron para los estimadores con pesos de propensity ξtipo2 y ξtipo3, sin
embargo, al igual que en el escenario PSC1, los resultados no difieren demasiado entre las
estrategias, además los sesgos se consideran pequeños (por debajo de 0,015 en el caso de los
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absolutos). Aunque se resalta que hay porcentajes de cobertura por debajo del 95 % pero
superiores al 90 %, por otro lado, las magnitudes de los coeficientes de variación también
son similares para todos los diseños y procedimientos. Para PSC2, se mantuvo el hecho
de que la estrategia nula no genera los peores resultados, lo cual indica, que el estimador
DIFDIF es mucho más robusto a la estrategia de no usar matching. Adicional a esto, entre
las diferentes formas de estimación del modelo loǵıstico no se encontraron evidencias de
mejor funcionamiento de alguna sobre las otras.
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Estimación del efecto del programa PTA usando

propensity score matching y pesos muestrales

El mejoramiento de la calidad de la educación es una prioridad global, tanto en el
contexto internacional como en el nacional, para lo cual, cada páıs plantea diferentes es-
trategias con el fin de obtener buenos resultados en esta rama. En este orden de ideas, en el
año 2012 el Ministerio de Educación Nacional (MEN) en Colombia, implementó el Progra-
ma Todos a Aprender (conocido como PTA)1, que teńıa como objetivo mejorar la calidad
del aprendizaje de los estudiantes de básica primaria en lenguaje y matemáticas para un
grupo de colegios de determinadas caracteŕısticas. Para ello, la estrategia se centró en la
intervención de 5 componentes:

(i) El componente pedagógico, en el cual se asocian los referentes curriculares,
la adecuada evaluación de aprendizaje y la idoneidad de las actividades según
los ambientes de aprendizaje; (ii) el componente de formación situada, en el
cual se realizan sesiones de trabajo situado (STS) y acompañamiento a los
docentes de aula; (iii) el componente de gestión educativa, que busca formar a
los directivos docentes para fortalecer su liderazgo e influir positivamente en el
clima escolar; (iv) el componente de condiciones básicas, que hace referencia
al acceso y estancia de los estudiantes en el establecimiento; y (v) el compo-
nente de socialización con la comunidad y movilización de la misma, el cual es
transversal a todo el proceso. (Vergara et al., 2018, p285)

Para esto, el gobierno actuó sobre diferentes factores que están asociados al desempeño
de los estudiantes y que concurren en el aula de clase: el maestro, el curŕıculo, la prepara-
ción de clase, los materiales educativos, la evaluación, la gestión educativa que involucra
a todos los actores de la comunidad educativa, el contexto familiar y la disponibilidad
de infraestructura. Esto además implicó la asignación de un profesor tutor2 para hacer el
acompañamiento a cada uno de las escuelas en el programa y la asignación de un mayor
presupuesto al colegio. A la fecha el programa ha contado con el trabajo de alrededor de
4.200 tutores, 97 formadores y en el caso del año 2016 se acompañaron en el aula a más

1Aunque la idea del programa surgió en 2011, sólo hasta 2012 se empezó a implementar
2Estos profesores fueron a su vez instruidos por unos docentes de alta calidad llamados formadores
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de 109.357 docentes, en alrededor de 4.400 establecimientos 3 (Ministerio de Educación
Nacional, 2017).

Para seleccionar las escuelas participantes del proyecto, el MEN tomó como referencia
los resultados en la prueba Saber 3◦5◦9◦, prueba realizada por el Instituto Colombiano
para la Evaluación de la Educación (ICFES) que es la entidad oficial encargada de evaluar
la educación en Colombia. Uno de los criterios de mayor preponderancia en la asignación
de la escuela al programa consistió en haber presentado un bajo rendimiento en esta
prueba, además de ser establecimientos públicos de recursos socioeconómicos bajos y que
presentaban problemas de infraestructura, entre otras caracteŕısticas.

Aunque este programa se viene desarrollando desde hace varios años, en la actualidad
no se encuentran muchos estudios sobre la efectividad de PTA. El Ministerio de Educación
Nacional (2017), reporta que en los resultados de las Pruebas Saber 2016, se evidenció un
mejoramiento en el desempeño de los estudiantes en las pruebas Saber para grado 5o, en
los establecimientos y sedes acompañadas por el programa, debido a que el porcentaje
de estudiantes en los niveles satisfactorio y avanzado para este grado aumentó en 8,64
y 5,95 puntos porcentuales en lenguaje y matemáticas, respectivamente. Por su parte,
Dı́az, Barreira, & Pinheiro (2015), realizaron un análisis documental y encontraron que
el programa resulta pertinente para responder a las principales necesidades identificadas
tanto en la realidad nacional como en el ámbito latinoamericano. Por otro lado, Vergara
et al. (2018) mencionan, que un estudio desarrollado por la Universidad de los Andes
reveló problemas en el diseño del programa y dificultades persistentes en la implementación
de éste.

En este documento se utilizó un conjunto de datos compuesto por 11.234 estableci-
mientos en total, para los cuales fue posible observar los resultados en la prueba Saber
3◦5◦9◦4 para el grado quinto en el área de matemáticas, en los periodos 2013 y 2016, esto
datos corresponden a la prueba censal que realiza el ICFES. El año 2013 se consideró el
periodo base ya que si bien el programa arrancó en 2012 la implementación real se desa-
rrolló sólo hasta este año, mientras que el año 2016 se consideró el año final de evaluación
del proyecto. Los datos fueron analizados a nivel de establecimiento ya que por la carac-
teŕıstica de esta prueba en la cual los estudiantes no presentan todas las pruebas, no es
posible realizar el procesamiento a nivel de estudiante5, además la publicación oficial de
resultados por parte del ICFES se encuentra a este nivel. El objetivo planteado es, evaluar
el comportamiento de los estimadores propuestos bajo las diferentes estrategias de mode-
los de propensity y pesos en la estimación del impacto del programa PTA. Nótese que en
este caso interesa evaluar si el programa funcionó sobre los establecimientos tratados, por
lo cual, el parámetro de interés es el ATT. Es importante aclarar que no se pretende obte-
ner conclusiones generales acerca de la efectividad del programa para Colombia con estos
datos, si no que se pretende dar una aproximación del efecto con base en la metodoloǵıa
planteada, además los datos no corresponden a la totalidad de establecimientos del páıs,
sino al subconjunto que tiene resultados en los dos periodos.

3Un establecimiento agrupa a un conjunto de sedes que son las unidades f́ısicas en donde se imparten
las clases

4Datos de los resultados suministrados por el ICFES.
5Para la calificación de está prueba el ICFES utiliza teoŕıa de respuesta al ı́tem, en particular, el modelo

de 2 parámetros, sin embargo, por el diseño de la prueba un estudiante no presenta todas las áreas, razón
por la cual se generan valores plausibles que se utilizan para obtener resultados agregados
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5.1. Análisis previos

Como se ha evidenciado, la asignación realizada por el MEN de los establecimientos
al programa, no siguió ninguna aleatorización, por el contrario, obedeció a criterios par-
ticulares dadas las caracteŕısticas de estos. Por lo anterior, es de imaginar que los dos
grupos PTA y no PTA son de caracteŕısticas diferentes. Previo a llevar a cabo cualquier
procedimiento de matching, con los resultados de la variable de interés Y , que en este caso
corresponde a los resultados de los establecimientos en el área de matemáticas para 2016 -
grado 5◦, se suponen que los grupos son balanceados y se calcula el efecto del tratamiento
con base en los estimadores DIF y DIFDIF.

En la tabla 5.1, se presenta el valor del estimador DIF para el 2016, adicional a esto,
se muestra el valor del estimador DIFDIF, la marca sobre los números indica si hay
significancia estad́ıstica, cabe mencionar que la escala de la prueba fue fijada por el ICFES
con una media de 300 puntos y una desviación estándar de 80 puntos.

Tabla 5.1. Efecto del programa PTA sin realizar propensity score matching con datos censales.

DIF DIFDIF

-32,95* 23,53*

De lo anterior se deduce que, de acuerdo con el estimador DIF hay una diferencia de
-32,95 puntos en los resultados de las pruebas Saber en contra de las sedes en PTA y
esta diferencia fue considerada como significativa. Por otra parte, al observar el resultado
generado por el estimador DIFDIF se obtuvo un resultado opuesto al anterior, es decir,
el efecto del programa fue estimado como positivo en 23,53 unidades, lo cual indica que
hay un efecto positivo del PTA en los resultados de la prueba. Nótese que esta tabla se
realizó con los datos censales nacionales, por lo cual, se podŕıa considerar que los valores
obtenidos de los estimadores DIF y DIFDIF son valores poblacionales sin emparejamiento6.

5.2. Calidad del matching

Para llevar a cabo la primera etapa de la metodoloǵıa propuesta durante este documen-
to, que consiste en realizar el propensity score matching, se hace uso de algunas covariables
como son: Índice sociodemográfico promedio del establecimiento en 2012 (generado por el
ICFES), cantidad de computadores portátiles donados por el gobierno y número de estu-
diantes matriculados. El uso de estas variables en el modelo, se justifica en la medida que
motivaron en su momento la asignación de la escuela al programa y por ende condicionan
adecuadamente la probabilidad de asignación, estimada por el modelo loǵıstico.

Utilizando las funciones glm y Match del software R, se realiza el ajuste del modelo
loǵıstico y el proceso de matching usando el método del vecino más cercano. Se logró em-
parejar a aproximadamente el 46 % de los elementos del marco. A continuación se muestra
la gráfica con el soporte común encontrado.

6 Es importante aclarar que no todas los establecimientos de los grupos control y tratamiento se pudieron
incluir en el marco, esto debido principalmente a que algunos establecimientos no presentaron la prueba
en alguno de los dos años.
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Figura 5.1. Soporte común del Propensity Score para el programa PTA, antes y después del
matching.

En la gráfica 5.1, se muestran las densidades pre y post matching, en las dos, el eje X
muestra las probabilidades ajustadas por el modelo loǵıstico y en el eje Y las densidades
del número de establecimientos.

Se puede observar, que antes de realizar el matching, las densidades difieren entre
los dos grupos, en particular, se observa como la distribución del grupo control presenta
una densidad alta en valores bajos de la probabilidad ajustada a diferencia del grupo
tratamiento que presenta una más alta densidad para las probabilidades superiores. Sin
embargo, cuando se realiza el matching, se observa como las dos distribuciones presentan
un mismo comportamiento, lo cual da indicios de la realización de un buen proceso de
emparejamiento.

Adicional a la apreciación gráfica, para medir la calidad del matching se observó el
balanceo entre las covariables que se incluyeron en la estimación del modelo de propensity
score.

En la tabla 5.2, se listan las variables que se usaron para el matching y se presentan
las diferencias entre las medias de los dos grupos de comparación, pre y post matching,
adicional a esto, basado en las medidas de balance del paquete Matching, se muestra el
cociente de las varianzas el cual se busca sea cercano a 1 como indicio de buen balanceo.
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Tabla 5.2. Diferencias entre los promedios de los establecimientos en PTA y de los que no están
en este programa pre-matching y post-matching y cociente entre las varianzas.

Variable PreMatching PostMatching Varianzas (Tr/Co)

INSE -2,31 0,47 0,88
Número de estudiantes 22,21 4,96 0,97
Computadores 18,62 1,01 1,14

De la tabla anterior, se infiere que hay una buena reducción de las diferencias pre-
existentes por no aleatorización del programa, cuando se realiza el proceso de matching,
por ejemplo se pasa de comparar establecimientos con diferencia de 18.62 computadores en
promedio a diferencias de 1.01, cuando se realiza el proceso de matching, esto se ratifica al
mirar los cocientes de las varianzas los cuales arrojan valores cercanos a 1. Finalmente en la
tabla 5.3 se presenta la distribución de las cantidades de establecimientos que configuraron
el emparejamiento y el porcentaje de elementos emparejados tanto para el grupo PTA como
para el control.

Tabla 5.3. Distribución de tamaños y porcentajes por PTA y NO PTA.

Grupo PreMatching PostMatching Porcentaje (Post/Pre)

PTA 3.248 2.589 79,71 %
NO PTA 7.986 2.589 32,42 %
TOTAL 11234 5178 46,09 %

Con base en esta información, se puede ver que el 79.81 % de los elementos pertenecien-
tes al programa serán utilizados en el proceso de estimación del efecto, mientras que sólo
el 32.42 % de los establecimientos del grupo No PTA son utilizados como contrafactual
para evaluar el programa.

5.3. Resultados con la información censal

En la sección anterior, se realizó el balanceo de los grupos PTA y No PTA con la
información censal de la prueba Saber 3,5,9 para los establecimientos con resultados en
matemáticas (grado 5). Con base en la subpoblación emparejada sobre la cual se puede
suponer ignorable en el mecanismo de aleatorización del tratamiento (ver caṕıtulo 1), se
realizó la estimación del efecto del programa.

En la tabla 5.4, se presenta el valor del estimador DIF y DIFDIF posterior a realizar
propensity score matching sobre la población censal, además se presenta el error de esti-
mación, la marca sobre los números indica si se considera significativa la magnitud de la
diferencia.

Tabla 5.4. Efecto del programa PTA después de realizar propensity score matching con datos
censales.

DIF DIFDIF

-6,51* (1,1) 17,32* (1,2)

Con base en la anterior tabla se encontró que de acuerdo con el estimador DIF hay una
diferencia de -6,51 puntos en los resultados de las pruebas lo que indica que PTA no ha
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mejorado el rendimiento académico en matemáticas. Por otro lado, con el estimador DIF-
DIF el resultado fue estimado como positivo en 17,32 unidades, que contrario a lo anterior
indica que la calidad del aprendizaje en el área de matemáticas mejoró para los estableci-
mientos dentro del programa. También es importante resaltar, que en comparación con las
estimaciones sobre la población total presentadas en la tabla 5.1, hubo una reducción del
efecto principalmente a favor del programa en el estimador DIF (aproximadamente 26,4
unidades).

5.4. Resultados con información muestral

Se ha trabajado con los datos a nivel censal, sin embargo, como se ha discutido an-
teriormente en la práctica en la mayoŕıa de ocasiones no es posible contar con toda esta
información, para solucionar esta problemática y siguiendo la metodoloǵıa que se ha ex-
puesto en este documento, se procedió a seleccionar una muestra aleatoria sobre todo el
marco de establecimientos, posterior a esto, se aplicaron las estrategias de pesos expuestas
en las simulaciones del caṕıtulo 4, buscando obtener una estimación del efecto del PTA
sobre los resultados en la pruebas Saber, esto con el fin de evaluar que tan cercanos están
esos valores respecto a los obtenidos con los datos sin seleccionar muestra.

El ICFES además de aplicar la prueba censal, realiza la selección de una muestra para
la apliación de una prueba controlada 7, la cual sigue un diseño en el cual se seleccionan
los establecimientos mediante un diseño estratificado-πPT, proporcional a una medida de
tamaño, posterior a esto, en todas las sedes asociadas al establecimiento se lleva a cabo la
prueba, pero tan sólo una parte de los estudiantes presentó una de la áreas (matemáticas,
lectura y ciencias o competencias ciudadanas). Para el ejercicio actual, se buscó aproximar
el mismo diseño 8 con el fin de seleccionar diferentes muestra de tamaño 700 (tamaño
cercano al usado por el ICFES para 2013), se procedió a realizar de igual manera al
caṕıtulo 4 simulaciones de tipo Montecarlo, en este caso con el fin de estimar el efecto del
PTA y su error asociado.

Los resultados obtenidos en el caso del estimador DIF se presentan en la tabla 5.5,
teniendo en cuenta que en promedio el tamaño de las submuestras después del matching
fueron aproximadamente el 50 %. En la tabla, se presentan los resultados de las simulacio-
nes para 3.000 réplicas, en la primera columna se listan los diferentes tipos de estrategias
planteadas, en la segunda columna se presenta el valor estimado del efecto y en la última
columna se presenta el error de estimación. Los datos se encuentran ordenados de acuerdo
con la diferencia respecto a el valor DIF de -6,51, obtenido de los datos censales cuando
se hace matching (ver tabla 5.4).

7A diferencia de la prueba censal para la cual el rector es el encargado de hacer la loǵıstica de la
aplicación, en la prueba controlada el ICFES es el encargado de desarrollar todos los protocolos necesarios
para la presentación de la prueba.

8Hay algunas diferencias con el diseño original principalmente en las variables explicitas de estratifica-
ción utilizadas.
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Tabla 5.5. Estimaciones del efecto del programa PTA después de realizar propensity score mat-
ching con datos muestrales para el estimador DIF.

Procedimiento Estimación Error estándar

tipo1a -8,05 1,99
tipo2a -8,08 1,98
tipo3a -10,29 2,14
tipo0a -10,33 1,89
tipo0b -10,59 1,76
tipo2b -17,08 2,63
tipo1b -17,29 2,57
tipo3b -18,36 2,90
tipo2c -21,85 4,25
tipo1c -22,11 4,04
tipo3c -22,86 4,28
nulo -34,84 1,02

Nótese que en este caso las estrategias tipo1a y tipo2a generaron las estimaciones más
cercanas a este valor. Las demás estrategias se comenzaron a alejar. En conjunto los valores
de las estimaciones vaŕıan entre -8,05 y 22,86, sin embargo, la estimación con el modelo
nulo (sobre la muestra no se hace matching ni se usa ningún peso), se aleja bastante del
resto. Respecto a los errores de estimación estos aumentaron en general y fueron bastantes
cambiantes, por lo que no se pudo detectar algún patrón en su comportamiento.

Análogamente, en la tabla 5.6 se presentan los resultados de las simulaciones para el
estimador DIFDIF.

Tabla 5.6. Estimaciones del efecto del programa PTA después de realizar propensity score mat-
ching con datos muestrales para el estimador DIFDIF

Procedimiento Estimación Error estándar

tipo1a 17,16 3,07
tipo3a 16,95 4,03
tipo0b 16,64 2,10
tipo2a 16,55 3,13
tipo1b 13,57 1,99
tipo1c 13,40 1,66
tipo2b 13,06 2,08
tipo2c 13,02 1,86
tipo3b 12,23 2,01
tipo3c 11,68 1,42
tipo0a 11,66 1,53
nulo 26,63 3,32

De manera similar con el estimador DIF en la tabla 5.6, se muestra que el estimador
tipo1a fue el más consistente a la estimación con los datos censales la cual fue de 17,32
unidades, además el modelo nulo presentó el resultado más alejado. Cabe resaltar que
para el estimador DIFDIF el rango en el que se encontraron las estimaciones puntuales
(11,66 a 17,16, descartando al modelo nulo) fue más pequeño que con el estimador DIF.
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Finalmente los errores de estimación aumentaron y entre estrategias cambiaron entre 1,53
y 4,033.



CAPÍTULO 6

Conclusiones

6.1. Conclusiones y discusión

En el desarrollo de este trabajo se abordó una problemática que suele presentarse
frecuentemente en la práctica, la cual consiste en realizar la estimación de efectos causales
en estudios cuasi-experimentales con muestras probabiĺısticas. Al respecto en la literatura
consultada se encontró evidencia que indica que en muchas investigaciones se generan
conclusiones poblacionales sin incorporar los pesos muestrales a pesar de trabajar con
muestras probabiĺısticas. Por lo anterior, el objetivo principal definido en esta investigación
consistió en evaluar el uso de la inferencia basada en el diseño muestral para la obtención
de estimaciones más robustas, cuando se usa la metodoloǵıa de propensity score macthing
en estudios cuasi-experimentales. La evidencia estad́ıstica obtenida mediante simulaciones
y datos reales, mostró mejores resultados en términos de la reducción de sesgo en este
tipo de estrategias, respecto a las que no incorporan los pesos muestrales inducidos por
el diseño muestral, lo anterior principalmente cuando se utiliza el estimador DIF, aunque
con buenos resultados para el estimador DIFDIF.

La anterior afirmación se plantea, con base en la propuesta de metodoloǵıa desarrollada
en este documento, la cual usa el diseño en dos fases para dar un sustento teórico a la
inclusión de los pesos de muestreo en combinación con los pesos generados por el propensity
score matching, de esta forma la muestra original se supone es la primera fase del diseño y
la submuestra obtenida después del matching corresponde a la segunda fase. Es aśı como se
logró dar un planteamiento teórico de los estimadores DIF y DIFDIF bajo este escenario,
siguiendo la notación de Särndal et al. (1992), que en la actualidad es la más utilizada
cuando se trabaja dentro del marco de la inferencia basada en el diseño muestral.

En la evaluación de esta metodoloǵıa se propusieron diferentes alternativas tanto de
ajuste del modelo de propensity score matching, como de combinación de pesos muestrales
con los tipos de pesos de propensity score. Para el planteamiento del modelo se observaron
tres alternativas para un modelo loǵıstico, la primera consist́ıa en no tener en cuenta los
pesos muestrales, la segunda en incluirlos como covariables y la tercera incluirlos en el
proceso de estimación, respecto a los tipos de pesos de propensity score, se incluyeron
tres transformaciones de los puntajes obtenidos del modelo estimado. En total fueron
probados 12 procedimientos o estrategias de estimación, incluidas tres de usos común en

60
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la práctica, las cuales se usaron para contrastar la propuesta. Con base en las simulaciones
de dos escenarios de tipos de soporte común, para el estimador DIF se observó, que la
estrategia que usa los pesos muestrales junto a los pesos de propensity ξktipo1 tiende
a generar la mayor reducción de sesgo, contrario a esto, si sólo se utiliza la muestra y
esta no es balanceada las estimaciones obtenidas tendrán un sesgo considerable, respecto
a los pesos ξktipo2 y ξktipo3 se comportan mejor cuando el tamaño de la submuestra
del matching es cercano al tamaño de la muestra, sin embargo, en este caso se considera
que es mejor usar todos los elementos de la muestra y aplicar la metodoloǵıa alterna
de estimadores ponderados (Ridgeway et al., 2015). Finalmente, respecto al estimador
DIFDIF en general no se encontraron grandes diferencias entre estrategias para ninguna
de las medidas estad́ısticas que se observaron, nuevamente si no se balancea la muestra
los resultados presentarán un mayor sesgo.

Es importante resaltar tres hallazgos de este trabajo respecto a las simulaciones reali-
zadas. El primero es que no se encontró evidencia de que exista un mejor ajuste al omitir
o utilizar los pesos de muestreo en la estimación del modelo loǵıstico, esto debido a que
en términos del balanceo de las covariables después de realizar el matching los resultados
fueron muy parecidos, al igual que los resultados de la estimación del efecto en términos
de sesgo y sesgo relativo, aśı como en la disminución del error de estimación. El segundo
aspecto es la comparación entre los resultados del estimador DIF y el estimador DIFDIF,
sobre lo cual, se observó mayor reducción del sesgo y homogeneidad en los resultados pa-
ra el segundo, esto era de esperarse debido a que el estimador DIFDIF envuelve el uso
de más información, sin embargo, en la práctica no siempre se cuenta con información
pre-tratamiento, en especial en estudios cuasi-experimentales. Finalmente y de muchas re-
levancia para esta investigación, se concluye que independientemente de si se usa un diseño
muestral complejo o no, la utilización de los pesos en general produce mejores resultados.

En la última parte de esta investigación, se evaluaron los resultados de los datos reales
del programa gubernamental en Colombia PTA. Para lo cual inicialmente, a nivel pobla-
cional con los datos de la evaluación censal de Saber 359 se contrastaron los resultados de
estimar el efecto del programa sin realizar el balanceo respecto a cuando previamente se
aplica propensity score mathing con los dos tipos de estimadores. Se encontraron diferen-
cias considerable en los resultados, por un lado para el caso del estimador DIF el efecto
del PTA sin matching fue de -32.9, mientras que el valor estimado con DIFDIF fue de
23.5, estas brechas se reducen a -6.5 y 17.3 después de hacer el matching. Por lo anterior,
se concluye en correspondencia con lo encontrado en la literatura, que no balancear las
poblaciones antes de realizar cualquier comparación en estudios cuasi-expermientales ge-
nera estimaciones sesgadas, en particular, el estimador DIF muestra ser más sensible al
proceso de matching.

Siguiendo la metodoloǵıa planteada en este estudio, sobre los datos censales se se-
leccionaron muestras utilizando un diseño de caracteŕısticas similares al empleado por el
ICFES en la prueba saber 359 en su modalidad muestral, posterior a esto, se observó el
comportamiento de los estimadores propuestos bajo las diferentes estrategias en la estima-
ción del efecto del tratamiento. Lo resultados validaron lo encontrado en las simulaciones
y reafirman el uso de la metodoloǵıa, debido a que en términos generales los resultados
obtenidos mediante todas las estrategias que usan pesos muestrales y de propensity fueron
consistentes con los resultados censales (en especial la que usa pesos ξtipo1), mostrando
mayor estabilidad sobre los valores obtenidos con DIFDIF.
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Respecto a generar una conclusión sobre el efecto del programa PTA en el desempeño
de los estudiantes de grado 5 en el área de matemáticas, dadas las diferencias encontradas
entre los dos tipos de estimadores se debe ser cuidadoso, sin embargo, de acuerdo a los
resultados de las simulaciones el estimador DIFDIF es más robusto, además nótese que
después del matching hubo un fuerte cambio del estimador DIF tendiendo a ser positivo,
por lo tanto, se concluye que hay un efecto positivo del programa en aproximadamente 17
unidades, cabe notar de nuevo que en el enfoque de esta investigación, estimar este resul-
tado no fue la prioridad, por lo cual esta conclusión no deja de ser una aproximación que
posiblemente podŕıa ser mejorada principalmente con el uso de más información auxiliar.

Los resultados obtenidos sobre PTA permiten plantear la discusión de la sensibilidad
de las estimaciones en estudios cuasi-experimentales y posiblemente la subjetividad que
tienen este tipo de metodoloǵıas, Al respecto, es importante aclarar algunas cosas: La
primera, es aclarar que el éxito de este tipo de estudios depende en gran medida del
conjunto de covariables disponibles, la segunda, es que el matching es basado sobre el
supuesto de que todos las covariables son observables, sin embargo, se sabe que existen
variables latentes como, por ejemplo, la motivación que no son fácilmente medibles y
que pueden tener una fuerte influencia en la probabilidad de asignación al tratamiento.
En cualquier caso de uso de estos tipos de metodoloǵıas, se aconseja al lector ser cauto
con los resultados obtenidos. Por ejemplo, si el gobierno basa únicamente la decisión de
continuidad del programa en el estimador DIF es posible que decida terminar el programa,
sin embargo, al usar la información auxiliar de los resultados pre-existentes se daŕıa cuenta
que el efecto es positivo.

Esta propuesta para abordar la inferencia causal en estudios observacionales ha mos-
trado tener un buen desempeño respecto a la disminución del sesgo, sin embargo, no
necesariamente produce disminución en los errores de estimación, algunos autores como
(Ridgeway et al., 2015) mencionan que el uso de los pesos de propensity cuando hay pro-
babilidades estimadas muy pequeñas pueden hacer que la varianza se incremente, esto
sumado al hecho de que respecto al tamaño original de la muestra, después de hacer el
matching la submuestra tiene un tamaño efectivo menor, podŕıa inducir un aumento en la
varianza. A pesar de esto, en las simulaciones realizadas los errores estimados mostraron
buen comportamiento y las estimaciones en los resultados del efecto del programa PTA
son aceptables.

Teniendo en cuenta las limitaciones que puede llegar a tener la metodoloǵıa presentada
en este trabajo, se considera que la propuesta es de mucha utilidad práctica, por un lado,
porque aborda una problemática sobre la cual a diario se enfrentan muchos investigadores
y por otro, porque genera unos lineamientos sobre como obtener estimaciones de efectos
causales cuando se realiza propensity score matching en muestras probabiĺısticas, más aún
cuando no se encuentra mucha literatura al respecto.

6.2. Futuros estudios

Lo descrito anteriormente sirve de motivación, para profundizar en esta ĺınea de in-
vestigación debido a que se evidencia falta de desarrollos, en particular, se pueden pensar
en nuevos escenarios de simulación, con el uso de una gran bateŕıa de estimadores que
envuelven el uso de información auxiliar, por ejemplo, el uso de estimadores basados en
modelos.
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Respecto al planteamiento de nuevos escenario de simulación, se pueden diseñar otros
escenarios en los cuales se puedan crear de una manera diferente los grupos tratamiento y
control, aśı como las distribuciones de las variables respuesta. Además observar el compor-
tamiento de la propuesta cuando el número de elementos en alguno de los grupos control
o tratamiento es pequeño.

También es importante evaluar la metodoloǵıas con otros métodos de matching, por
ejemplo, replantear la técnica cuando se realiza matching con remplazamiento o cuando se
utiliza los k vecinos más cercanos, entre otras. Por otro lado, plantear otro tipo de modelos
diferentes al modelo loǵıstico para la estimación del propensity score.

Además para el proceso de estimación se puede hacer uso de la información auxiliar
junto al π∗-estimador, con el fin de obtener estimaciones más confiables y con menor error
de muestreo. Adicional a esto, es importante analizar con más detenimiento el proceso de
estimación de la varianzas y covarianzas bajo esta técnica, tanto desde una perspectiva
anaĺıtica como computacional.

Finalmente, con base en las ideas planteadas en este documento, se puede dar un abor-
daje a estas técnicas desde la perspectiva de la inferencia basada en el modelo, haciendo
usos de todo un conjunto de metodoloǵıas estad́ısticas que se han desarrollado bajo este
enfoque de análisis.



APÉNDICE A

Resultados de las simulaciones

Resultados de las simulaciones para el estimador DIF

Tabla A.1. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900, en
escenario PSC1 - parámetro ATE.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo3a 0,076 0,038 0,997 0,064
MAS tipo1a 0,077 0,039 0,998 0,064
MAS tipo2a 0,080 0,040 0,998 0,064
MAS Refer 0,224 0,112 0,834 0,065
MAS tipo0b 0,224 0,112 0,834 0,065
MAS tipo2c 0,735 0,367 0,011 0,056
MAS tipo1c 0,739 0,369 0,010 0,056
MAS tipo3c 0,739 0,369 0,010 0,056
MAS tipo2b 1,040 0,519 0,000 0,047
MAS tipo1b 1,044 0,521 0,000 0,047
MAS tipo3b 1,044 0,521 0,000 0,047
MAS nulo 1,445 0,721 0,000 0,268
ESTMAS tipo3a 0,078 0,039 0,997 0,064
ESTMAS tipo1a 0,079 0,040 0,998 0,064
ESTMAS tipo2a 0,079 0,040 0,996 0,065
ESTMAS Refer 0,227 0,113 0,836 0,064
ESTMAS tipo0b 0,227 0,113 0,836 0,064
ESTMAS tipo2c 0,736 0,367 0,011 0,056
ESTMAS tipo1c 0,739 0,368 0,009 0,056
ESTMAS tipo3c 0,739 0,369 0,009 0,056
ESTMAS tipo2b 1,043 0,520 0,000 0,047
ESTMAS tipo1b 1,045 0,521 0,000 0,047
ESTMAS tipo3b 1,045 0,521 0,000 0,047
ESTMAS nulo 1,448 0,723 0,000 0,268
PIPT tipo2a 0,045 0,023 0,999 0,064
PIPT tipo1a 0,047 0,024 0,999 0,063
PIPT tipo3a 0,052 0,026 0,999 0,064
PIPT tipo0b 0,145 0,073 0,959 0,061
PIPT Refer 0,149 0,074 0,960 0,060
PIPT tipo3c 0,829 0,414 0,002 0,059
PIPT tipo2c 0,837 0,418 0,003 0,062
PIPT tipo1c 0,840 0,419 0,003 0,061
PIPT tipo3b 1,094 0,546 0,000 0,049
PIPT tipo2b 1,103 0,550 0,000 0,049
PIPT tipo1b 1,105 0,551 0,000 0,049
PIPT nulo 1,448 0,722 0,000 0,268
2PIMAS tipo2a 0,070 0,035 0,999 0,065
2PIMAS tipo1a 0,070 0,035 0,998 0,065
2PIMAS tipo3a 0,070 0,035 0,998 0,065
2PIMAS tipo0b 0,196 0,098 0,894 0,062
2PIMAS Refer 0,199 0,100 0,887 0,062
2PIMAS tipo2c 0,772 0,385 0,003 0,056
2PIMAS tipo3c 0,775 0,387 0,003 0,056
2PIMAS tipo1c 0,775 0,387 0,003 0,056
2PIMAS tipo2b 1,058 0,528 0,000 0,048
2PIMAS tipo3b 1,060 0,529 0,000 0,048
2PIMAS tipo1b 1,061 0,529 0,000 0,048
2PIMAS nulo 1,452 0,725 0,000 0,270

64
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Tabla A.2. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900, en
escenario PSC1 - parámetro ATT.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo3a 0,075 0,037 0,997 0,064
MAS tipo1a 0,076 0,037 0,998 0,064
MAS tipo2a 0,078 0,039 0,998 0,064
MAS Refer 0,222 0,111 0,836 0,065
MAS tipo0b 0,222 0,111 0,836 0,065
MAS tipo2c 0,737 0,368 0,011 0,056
MAS tipo1c 0,741 0,370 0,010 0,056
MAS tipo3c 0,741 0,370 0,010 0,056
MAS tipo2b 1,041 0,520 0,000 0,047
MAS tipo1b 1,045 0,522 0,000 0,047
MAS tipo3b 1,046 0,522 0,000 0,047
MAS nulo 1,443 0,721 0,000 0,268
ESTMAS tipo3a 0,076 0,038 0,998 0,064
ESTMAS tipo1a 0,078 0,039 0,998 0,064
ESTMAS tipo2a 0,078 0,039 0,996 0,065
ESTMAS Refer 0,225 0,113 0,840 0,064
ESTMAS tipo0b 0,225 0,113 0,840 0,064
ESTMAS tipo2c 0,738 0,368 0,011 0,056
ESTMAS tipo1c 0,740 0,370 0,009 0,056
ESTMAS tipo3c 0,741 0,370 0,009 0,056
ESTMAS tipo2b 1,044 0,521 0,000 0,047
ESTMAS tipo1b 1,046 0,522 0,000 0,047
ESTMAS tipo3b 1,047 0,523 0,000 0,047
ESTMAS nulo 1,447 0,722 0,000 0,268
PIPT tipo2a 0,044 0,022 0,999 0,064
PIPT tipo1a 0,045 0,023 0,999 0,063
PIPT tipo3a 0,050 0,025 0,999 0,064
PIPT tipo0b 0,144 0,072 0,959 0,061
PIPT Refer 0,147 0,073 0,962 0,060
PIPT tipo3c 0,831 0,415 0,002 0,059
PIPT tipo2c 0,839 0,419 0,003 0,062
PIPT tipo1c 0,842 0,420 0,003 0,061
PIPT tipo3b 1,096 0,547 0,000 0,049
PIPT tipo2b 1,104 0,551 0,000 0,049
PIPT tipo1b 1,107 0,553 0,000 0,049
PIPT nulo 1,446 0,722 0,000 0,268
2PIMAS tipo2a 0,068 0,034 0,999 0,065
2PIMAS tipo1a 0,068 0,034 0,998 0,065
2PIMAS tipo3a 0,068 0,034 0,998 0,065
2PIMAS tipo0b 0,195 0,097 0,896 0,062
2PIMAS Refer 0,198 0,099 0,890 0,062
2PIMAS tipo2c 0,774 0,387 0,003 0,056
2PIMAS tipo3c 0,777 0,388 0,003 0,056
2PIMAS tipo1c 0,777 0,388 0,003 0,056
2PIMAS tipo2b 1,060 0,529 0,000 0,048
2PIMAS tipo3b 1,062 0,530 0,000 0,048
2PIMAS tipo1b 1,062 0,530 0,000 0,048
2PIMAS nulo 1,450 0,724 0,000 0,270
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Tabla A.3. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900, en
escenario PSC2 - parámetro ATE.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo2a 0,393 0,196 0,875 0,084
MAS tipo1a 0,393 0,196 0,874 0,084
MAS tipo3a 0,393 0,196 0,877 0,084
MAS tipo2c 0,495 0,247 0,673 0,069
MAS tipo1c 0,496 0,247 0,673 0,068
MAS tipo3c 0,496 0,247 0,673 0,068
MAS Refer 0,605 0,302 0,371 0,078
MAS tipo0b 0,605 0,302 0,371 0,078
MAS tipo2b 0,729 0,364 0,384 0,057
MAS tipo1b 0,730 0,364 0,384 0,057
MAS tipo3b 0,730 0,364 0,384 0,057
MAS nulo 1,857 0,927 0,370 0,868
ESTMAS tipo3a 0,389 0,194 0,888 0,081
ESTMAS tipo2a 0,390 0,194 0,880 0,081
ESTMAS tipo1a 0,390 0,195 0,879 0,081
ESTMAS tipo2c 0,495 0,247 0,673 0,068
ESTMAS tipo1c 0,497 0,248 0,670 0,068
ESTMAS tipo3c 0,498 0,248 0,667 0,068
ESTMAS Refer 0,603 0,301 0,372 0,078
ESTMAS tipo0b 0,603 0,301 0,372 0,078
ESTMAS tipo2b 0,729 0,364 0,381 0,056
ESTMAS tipo1b 0,731 0,365 0,381 0,056
ESTMAS tipo3b 0,731 0,365 0,382 0,056
ESTMAS nulo 1,857 0,927 0,370 0,900
PIPT tipo2a 0,202 0,101 0,923 0,071
PIPT tipo1a 0,204 0,102 0,914 0,073
PIPT tipo3a 0,208 0,104 0,916 0,071
PIPT tipo0b 0,335 0,167 0,363 0,067
PIPT Refer 0,350 0,175 0,315 0,067
PIPT tipo2c 0,706 0,352 0,046 0,068
PIPT tipo1c 0,709 0,353 0,043 0,068
PIPT tipo3c 0,709 0,354 0,040 0,067
PIPT tipo2b 0,922 0,460 0,000 0,056
PIPT tipo3b 0,923 0,461 0,000 0,055
PIPT tipo1b 0,924 0,461 0,000 0,056
PIPT nulo 1,851 0,923 0,000 0,840
2PIMAS tipo2a 0,377 0,188 0,929 0,083
2PIMAS tipo3a 0,378 0,189 0,921 0,082
2PIMAS tipo1a 0,378 0,189 0,917 0,083
2PIMAS tipo2c 0,515 0,257 0,631 0,067
2PIMAS tipo1c 0,515 0,257 0,630 0,067
2PIMAS tipo3c 0,516 0,257 0,630 0,067
2PIMAS tipo0b 0,583 0,291 0,373 0,078
2PIMAS Refer 0,587 0,293 0,373 0,078
2PIMAS tipo2b 0,746 0,372 0,380 0,057
2PIMAS tipo1b 0,747 0,372 0,380 0,057
2PIMAS tipo3b 0,747 0,373 0,380 0,056
2PIMAS nulo 1,860 0,928 0,370 0,905
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Tabla A.4. Resultados de las simulaciones en el estimador DIF para tamaño de muestra 900, en
escenario PSC2 - parámetro ATT.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo2a 0,382 0,192 0,899 0,084
MAS tipo1a 0,382 0,192 0,900 0,084
MAS tipo3a 0,382 0,192 0,901 0,084
MAS tipo2c 0,506 0,254 0,645 0,069
MAS tipo1c 0,507 0,254 0,644 0,068
MAS tipo3c 0,507 0,254 0,643 0,068
MAS Refer 0,594 0,298 0,372 0,078
MAS tipo0b 0,594 0,298 0,372 0,078
MAS tipo2b 0,740 0,371 0,382 0,057
MAS tipo1b 0,741 0,372 0,381 0,057
MAS tipo3b 0,741 0,372 0,382 0,057
MAS nulo 1,847 0,926 0,370 0,868
ESTMAS tipo3a 0,378 0,190 0,916 0,081
ESTMAS tipo2a 0,379 0,190 0,911 0,081
ESTMAS tipo1a 0,379 0,190 0,910 0,081
ESTMAS tipo2c 0,506 0,254 0,647 0,068
ESTMAS tipo1c 0,508 0,255 0,644 0,068
ESTMAS tipo3c 0,508 0,255 0,644 0,068
ESTMAS Refer 0,592 0,297 0,373 0,078
ESTMAS tipo0b 0,592 0,297 0,373 0,078
ESTMAS tipo2b 0,740 0,371 0,378 0,056
ESTMAS tipo1b 0,742 0,372 0,380 0,056
ESTMAS tipo3b 0,742 0,372 0,379 0,056
ESTMAS nulo 1,847 0,926 0,370 0,900
PIPT tipo2a 0,191 0,096 0,936 0,071
PIPT tipo1a 0,193 0,097 0,928 0,073
PIPT tipo3a 0,197 0,099 0,926 0,071
PIPT tipo0b 0,325 0,163 0,406 0,067
PIPT Refer 0,339 0,170 0,346 0,067
PIPT tipo2c 0,717 0,360 0,039 0,068
PIPT tipo1c 0,719 0,361 0,037 0,068
PIPT tipo3c 0,720 0,361 0,035 0,067
PIPT tipo2b 0,933 0,468 0,000 0,056
PIPT tipo3b 0,934 0,469 0,000 0,055
PIPT tipo1b 0,935 0,469 0,000 0,056
PIPT nulo 1,840 0,923 0,000 0,840
2PIMAS tipo2a 0,366 0,183 0,958 0,083
2PIMAS tipo3a 0,367 0,184 0,949 0,082
2PIMAS tipo1a 0,367 0,184 0,949 0,083
2PIMAS tipo2c 0,526 0,264 0,607 0,067
2PIMAS tipo1c 0,526 0,264 0,606 0,067
2PIMAS tipo3c 0,526 0,264 0,606 0,067
2PIMAS tipo0b 0,572 0,287 0,375 0,078
2PIMAS Refer 0,577 0,289 0,374 0,078
2PIMAS tipo2b 0,757 0,380 0,378 0,057
2PIMAS tipo1b 0,757 0,380 0,379 0,057
2PIMAS tipo3b 0,758 0,380 0,378 0,056
2PIMAS nulo 1,849 0,927 0,370 0,905
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Resultados de las simulaciones para el estimador DIFDIF

Tabla A.5. Resultados de las simulaciones en el estimador DIFDIF para tamaño de muestra 900,
en escenario PSC1 - parámetro ATE.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo1a 0,000 0,000 0,959 0,014
MAS Refer 0,000 0,000 0,959 0,012
MAS tipo0b 0,000 0,000 0,959 0,012
MAS tipo3a 0,000 0,000 0,964 0,014
MAS tipo1c 0,001 0,000 0,964 0,013
MAS tipo3c 0,001 0,000 0,962 0,013
MAS tipo2c 0,001 0,000 0,965 0,013
MAS tipo2a 0,002 0,001 0,952 0,014
MAS nulo 0,002 0,001 0,961 0,010
MAS tipo1b 0,002 0,001 0,961 0,013
MAS tipo3b 0,002 0,001 0,963 0,013
MAS tipo2b 0,002 0,001 0,961 0,013
ESTMAS tipo2a 0,001 0,000 0,963 0,014
ESTMAS tipo1a 0,001 0,000 0,957 0,014
ESTMAS Refer 0,001 0,001 0,955 0,012
ESTMAS tipo0b 0,001 0,001 0,955 0,012
ESTMAS tipo3a 0,002 0,001 0,963 0,014
ESTMAS nulo 0,002 0,001 0,962 0,010
ESTMAS tipo2c 0,002 0,001 0,958 0,013
ESTMAS tipo1c 0,002 0,001 0,959 0,013
ESTMAS tipo3c 0,002 0,001 0,959 0,013
ESTMAS tipo2b 0,003 0,001 0,960 0,013
ESTMAS tipo1b 0,003 0,002 0,959 0,013
ESTMAS tipo3b 0,003 0,002 0,961 0,013
PIPT Refer 0,000 0,000 0,959 0,012
PIPT tipo2a 0,000 0,000 0,955 0,015
PIPT tipo3a 0,000 0,000 0,964 0,014
PIPT tipo1c 0,000 0,000 0,957 0,014
PIPT tipo2c 0,000 0,000 0,953 0,014
PIPT tipo3c 0,000 0,000 0,958 0,014
PIPT tipo0b 0,000 0,000 0,962 0,012
PIPT tipo1a 0,000 0,000 0,960 0,014
PIPT tipo1b 0,001 0,000 0,961 0,014
PIPT tipo2b 0,001 0,001 0,958 0,014
PIPT tipo3b 0,001 0,001 0,962 0,014
PIPT nulo 0,001 0,001 0,958 0,010
2PIMAS nulo 0,001 0,001 0,959 0,010
2PIMAS tipo1a 0,001 0,001 0,961 0,014
2PIMAS tipo3a 0,002 0,001 0,955 0,014
2PIMAS tipo2a 0,002 0,001 0,952 0,015
2PIMAS tipo0b 0,003 0,001 0,959 0,012
2PIMAS Refer 0,003 0,001 0,959 0,012
2PIMAS tipo1c 0,003 0,002 0,950 0,014
2PIMAS tipo2c 0,003 0,002 0,953 0,014
2PIMAS tipo3c 0,003 0,002 0,952 0,014
2PIMAS tipo1b 0,003 0,002 0,955 0,014
2PIMAS tipo2b 0,004 0,002 0,956 0,014
2PIMAS tipo3b 0,004 0,002 0,952 0,014
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Tabla A.6. Resultados de las simulaciones en el estimador DIFDIF para tamaño de muestra 900,
en escenario PSC1 - parámetro ATT.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo2b 0,001 0,001 0,959 0,013
MAS tipo1b 0,001 0,001 0,961 0,013
MAS tipo3b 0,001 0,001 0,964 0,013
MAS tipo2a 0,001 0,001 0,954 0,014
MAS tipo1c 0,002 0,001 0,963 0,013
MAS tipo2c 0,002 0,001 0,964 0,013
MAS tipo3c 0,002 0,001 0,961 0,013
MAS Refer 0,002 0,001 0,960 0,012
MAS tipo1a 0,002 0,001 0,960 0,014
MAS tipo3a 0,002 0,001 0,963 0,014
MAS tipo0b 0,002 0,001 0,960 0,012
MAS nulo 0,004 0,002 0,958 0,010
ESTMAS tipo1b 0,001 0,001 0,960 0,013
ESTMAS tipo2b 0,001 0,001 0,963 0,013
ESTMAS tipo3b 0,001 0,001 0,960 0,013
ESTMAS tipo1c 0,001 0,001 0,959 0,013
ESTMAS tipo2c 0,001 0,001 0,960 0,013
ESTMAS tipo3c 0,001 0,001 0,959 0,013
ESTMAS tipo3a 0,001 0,001 0,963 0,014
ESTMAS Refer 0,002 0,001 0,955 0,012
ESTMAS tipo0b 0,002 0,001 0,955 0,012
ESTMAS tipo1a 0,002 0,001 0,959 0,014
ESTMAS tipo2a 0,002 0,001 0,963 0,014
ESTMAS nulo 0,004 0,002 0,953 0,010
PIPT tipo3b 0,002 0,001 0,961 0,014
PIPT tipo1b 0,002 0,001 0,962 0,014
PIPT tipo2b 0,002 0,001 0,958 0,014
PIPT Refer 0,003 0,001 0,960 0,012
PIPT tipo2a 0,003 0,002 0,954 0,015
PIPT tipo3a 0,003 0,002 0,965 0,014
PIPT tipo1c 0,003 0,002 0,959 0,014
PIPT tipo2c 0,003 0,002 0,953 0,014
PIPT tipo3c 0,003 0,002 0,961 0,014
PIPT tipo1a 0,003 0,002 0,958 0,014
PIPT tipo0b 0,003 0,002 0,960 0,012
PIPT nulo 0,004 0,002 0,952 0,010
2PIMAS Refer 0,001 0,001 0,958 0,012
2PIMAS tipo0b 0,001 0,001 0,959 0,012
2PIMAS tipo1b 0,001 0,001 0,957 0,014
2PIMAS tipo1c 0,002 0,001 0,954 0,014
2PIMAS tipo2c 0,002 0,001 0,954 0,014
2PIMAS tipo3c 0,002 0,001 0,955 0,014
2PIMAS tipo2b 0,002 0,002 0,954 0,014
2PIMAS tipo3b 0,002 0,002 0,955 0,014
2PIMAS tipo2a 0,002 0,002 0,950 0,015
2PIMAS tipo3a 0,002 0,001 0,955 0,014
2PIMAS tipo1a 0,002 0,001 0,961 0,014
2PIMAS nulo 0,004 0,002 0,956 0,010
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Tabla A.7. Resultados de las simulaciones en el estimador DIFDIF para tamaño de muestra 900,
en escenario PSC2 - parámetro ATE.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo2b 0,004 0,002 0,964 0,013
MAS tipo3b 0,004 0,002 0,963 0,013
MAS tipo1b 0,004 0,002 0,962 0,013
MAS tipo1c 0,005 0,002 0,963 0,014
MAS tipo2c 0,005 0,002 0,962 0,014
MAS tipo3c 0,005 0,002 0,963 0,014
MAS tipo2a 0,006 0,003 0,957 0,014
MAS tipo3a 0,007 0,003 0,955 0,014
MAS tipo1a 0,007 0,004 0,961 0,014
MAS nulo 0,007 0,004 0,955 0,009
MAS Refer 0,008 0,004 0,955 0,011
MAS tipo0b 0,008 0,004 0,955 0,011
ESTMAS tipo1c 0,005 0,003 0,954 0,014
ESTMAS tipo2c 0,005 0,003 0,953 0,014
ESTMAS tipo3c 0,005 0,003 0,954 0,014
ESTMAS tipo1b 0,006 0,003 0,960 0,014
ESTMAS tipo3b 0,006 0,003 0,962 0,014
ESTMAS tipo2b 0,006 0,003 0,958 0,014
ESTMAS nulo 0,008 0,004 0,947 0,009
ESTMAS tipo2a 0,009 0,004 0,947 0,014
ESTMAS tipo1a 0,009 0,004 0,950 0,014
ESTMAS tipo3a 0,009 0,004 0,956 0,014
ESTMAS Refer 0,010 0,005 0,948 0,011
ESTMAS tipo0b 0,010 0,005 0,948 0,011
PIPT tipo3b 0,004 0,002 0,962 0,014
PIPT tipo2b 0,004 0,002 0,963 0,014
PIPT tipo1b 0,004 0,002 0,961 0,014
PIPT tipo3c 0,004 0,002 0,954 0,015
PIPT tipo1c 0,005 0,002 0,953 0,015
PIPT tipo2c 0,005 0,002 0,953 0,015
PIPT tipo3a 0,007 0,004 0,955 0,014
PIPT tipo2a 0,007 0,004 0,960 0,014
PIPT tipo1a 0,008 0,004 0,955 0,014
PIPT nulo 0,008 0,004 0,952 0,009
PIPT Refer 0,009 0,004 0,955 0,011
PIPT tipo0b 0,009 0,005 0,955 0,011
2PIMAS tipo2c 0,005 0,003 0,950 0,015
2PIMAS tipo1c 0,005 0,003 0,950 0,014
2PIMAS tipo3c 0,005 0,003 0,950 0,014
2PIMAS tipo1b 0,006 0,003 0,952 0,014
2PIMAS tipo2b 0,006 0,003 0,950 0,014
2PIMAS tipo3b 0,006 0,003 0,952 0,014
2PIMAS nulo 0,008 0,004 0,943 0,009
2PIMAS tipo2a 0,008 0,004 0,949 0,014
2PIMAS tipo3a 0,008 0,004 0,948 0,014
2PIMAS tipo1a 0,008 0,004 0,946 0,014
2PIMAS Refer 0,009 0,004 0,948 0,011
2PIMAS tipo0b 0,009 0,004 0,949 0,011
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Tabla A.8. Resultados de las simulaciones en el estimador DIFDIF para tamaño de muestra 900,
en escenario PSC2 - parámetro ATT.

Diseño Procedimiento Sesgo Absoluto Sesgo Relativo Cobertura (95%) cve
MAS tipo1b 0,010 0,005 0,953 0,013
MAS tipo2b 0,009 0,005 0,954 0,013
MAS tipo3b 0,009 0,005 0,952 0,013
MAS tipo1c 0,010 0,005 0,953 0,014
MAS tipo2c 0,010 0,005 0,952 0,014
MAS tipo3c 0,010 0,005 0,952 0,014
MAS tipo2a 0,012 0,006 0,945 0,014
MAS tipo3a 0,012 0,006 0,943 0,014
MAS tipo1a 0,012 0,006 0,943 0,014
MAS nulo 0,013 0,006 0,924 0,009
MAS Refer 0,014 0,007 0,930 0,011
MAS tipo0b 0,014 0,007 0,930 0,011
ESTMAS tipo1c 0,011 0,005 0,947 0,014
ESTMAS tipo2c 0,011 0,005 0,946 0,014
ESTMAS tipo3c 0,011 0,005 0,946 0,014
ESTMAS tipo1b 0,011 0,006 0,946 0,014
ESTMAS tipo2b 0,011 0,006 0,948 0,014
ESTMAS tipo3b 0,011 0,006 0,946 0,014
ESTMAS nulo 0,013 0,007 0,911 0,009
ESTMAS tipo1a 0,014 0,007 0,931 0,014
ESTMAS tipo2a 0,014 0,007 0,934 0,014
ESTMAS tipo3a 0,014 0,007 0,937 0,014
ESTMAS Refer 0,015 0,008 0,916 0,011
ESTMAS tipo0b 0,015 0,008 0,916 0,011
PIPT tipo3b 0,009 0,005 0,954 0,014
PIPT tipo1b 0,010 0,005 0,953 0,014
PIPT tipo2b 0,010 0,005 0,950 0,014
PIPT tipo3c 0,010 0,005 0,946 0,015
PIPT tipo1c 0,010 0,005 0,945 0,015
PIPT tipo2c 0,010 0,005 0,946 0,015
PIPT tipo2a 0,013 0,006 0,945 0,014
PIPT tipo3a 0,013 0,006 0,945 0,014
PIPT tipo1a 0,013 0,006 0,939 0,014
PIPT nulo 0,013 0,007 0,921 0,009
PIPT Refer 0,014 0,007 0,930 0,011
PIPT tipo0b 0,015 0,007 0,929 0,011
2PIMAS tipo1c 0,011 0,005 0,943 0,014
2PIMAS tipo2c 0,011 0,005 0,942 0,015
2PIMAS tipo3c 0,011 0,005 0,943 0,014
2PIMAS tipo1b 0,011 0,006 0,942 0,014
2PIMAS tipo2b 0,011 0,006 0,938 0,014
2PIMAS tipo3b 0,011 0,006 0,942 0,014
2PIMAS nulo 0,013 0,007 0,914 0,009
2PIMAS tipo2a 0,014 0,007 0,934 0,014
2PIMAS tipo3a 0,014 0,007 0,936 0,014
2PIMAS tipo1a 0,014 0,007 0,934 0,014
2PIMAS Refer 0,014 0,007 0,920 0,011
2PIMAS tipo0b 0,014 0,007 0,921 0,011



APÉNDICE B

Códigos R

Rutina estimador DIF

###################################################################

# # # Simulación "Propensity score matching con dise~nos

# # # muestrales-estimador DIF"

# # # Creado por : Cristian Monta~no

###################################################################

library(survey);library(Matching);library(ggplot2)

library(TeachingSampling);library(tidyverse)

########################################################

## carga las funciones

#######################################################

# función para seleccionar muestras

generate_sample <- function(data, diseno, n){

if(diseno == "MAS") {

data$pk <- n/nrow(data)

sam <- sample(nrow(data), n, replace= FALSE); samples <- data[sam,]

}

if(diseno == "ESTMAS") {

Ne <- data.frame(table(data$stratum))

data <- merge( data, Ne, by.x = "stratum", by.y = "Var1" )

data$nE <- round(n*data$Freq/nrow(data),0)

pop_split <- split(data, data$stratum)

draw_sample <- function(n, data){

data$pk <- n/nrow(data); data[sample((1:nrow(data)),n),]

}

samples <- do.call("rbind", mapply(draw_sample, n = unique(data$nE),

data = pop_split, SIMPLIFY = FALSE))

}

if(diseno == "PIPT") {

sam <- S.piPS(n, abs(as.numeric(data[,"X2"])))

samples <- data[sam[, 1],]; samples$pk <- sam[, 2]

}

if(diseno == "2PIMAS") {

pC <- 0.5 # porcentaje de UPM a selccionar

ni <- ceiling(pC*length(unique(data$clus))); nC <- n/ni

datUni <- data %>% distinct( clus, aX2)

sam <- S.piPS(ni, as.numeric(datUni[,"aX2"])+100)

samUni <- datUni[sam[, 1],]; samUni$PI <- sam[,2]

dataClus <- merge(data, samUni[,c("clus", "PI")] ,c("clus"))

draw_sample2 = function(dataNc , cl, nC ){

subCla <- dataNc %>% filter( clus == cl)%>% mutate(PII = nC/nrow(.))

sam <- sample(nrow(subCla), nC, replace= FALSE)

samples0 <- subCla[sam,]

return(samples0)

72
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}

cl <- unique(samUni[, "clus"])

samples <- cl %>% map_df(~draw_sample2( dataNc = dataClus, cl = .x, nC = nC ) )

samples$pk <- samples$PI * samples$PII

}

return(samples)

}

# función para ajustar modelo bajo dise~no muestral

fit_model <- function(formula, design, var)

{

fit <- svyglm(formula, design)

index <- names(coef(fit)) == var

return( as.numeric(c(coef(fit)[index], sqrt(diag(vcov(fit))[index]))) )

}

### estima el efecto del tratamiento para dise~no two phases

adjDise1 <- function( dataf2 , dise2, prefPesos ){

dataf2$w1 <- dataf2[, paste(prefPesos, "_peso1", sep = "")]

dataf2$w2 <- dataf2[, paste(prefPesos, "_peso2", sep = "")]

if(any( dise2 == c("MAS", "PIPT", "2PIMAS")) ) {

twoPh <-twophase(id=list(~id,~id),data=dataf2, subset=~subSamp,

weights = list(~w1,~w2), method = "approx")

model <- fit_model(Y1 ~ treat, twoPh, var = "treat")

}

if(dise2 == "ESTMAS"){

twoPh <-twophase(id=list(~id,~id), data=dataf2, subset=~subSamp,

strata = list(~stratum,~stratum), weights = list(~w1,~w2), method = "approx")

model <- fit_model(Y1~treat, twoPh, var = "treat")

}

out <- data.frame( est = model[1], errEst = model[2] )

out[,"peso"] <- prefPesos

return(out)

}

## función para simulaciones

## 1.selecciona la muestra

## 2.realiza matching

## 3.verifica el balanceo de las covariables

## 4.ejecuta funciones de estimación y calcula el sesgo

simTwoPhases <- function(n, dise, dataf ){

## selecciona muestra

samScen <- generate_sample(data = dataf, diseno = dise, n= n)

########################################################

## matching1: ajustando modelo sin pesos muestrales

#######################################################

t.model <- glm( treat ~ X1+X2+X3+X4+Z1,data = samScen, family="binomial")

samScen$pscore <- predict(t.model, data=samScen, type="response")

match1 <- Match( Y = samScen$Y1, Tr = samScen$treat, X= samScen$pscore,

M= 1, replace = FALSE, ties = FALSE, caliper = 1.5)

index1 <- unique(c(match1$index.treated,match1$index.control))

matchM1 <- samScen ; matchM1[ ,"subSamp"] <- FALSE

matchM1[index1 ,"subSamp"] <- TRUE

# trim (se quitan pscore muy peque~nos)

matchM1 <- matchM1 %>% filter(pscore >0.05 & pscore <0.95 )

########################################################

## caso0: no se hace matching ni se utiliza

## ningún peso (muestral-pps)

#######################################################

matchDat1 <- samScen

fit <- glm( Y1 ~ treat , data = matchDat1)

fitAtt0 <- data.frame( est = coef(fit)[2], errEst = sqrt(diag(vcov(fit)))[2],

peso = "nulo", nII = nrow(matchDat1) )

#######################################################

## matching2: ajustando modelo con pesos muestrales como covariable

#######################################################

#sw.S: peso de muestral (inicial)

samScen$sw.S <- 1/samScen$pk

samScen$sw.S1 <- samScen$sw.S+ rnorm(nrow(samScen))

t.model <- glm( treat ~ X1+X2+X3+X4+Z1+sw.S1, data = samScen, family="binomial")

samScen$pscore <- predict(t.model, data=samScen, type="response")

match2 <- Match( Y = samScen$Y1, Tr = samScen$treat, X= samScen$pscore,

M= 1, replace = FALSE, ties = FALSE, caliper = 1.5)
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index2 <- unique(c(match2$index.treated, match2$index.control))

matchM2 <- samScen ;matchM2[ ,"subSamp"] <- FALSE

matchM2[index2 ,"subSamp"] <- TRUE

# trim (se quitan pscore muy peque~nos y grandes)

matchM2 <- matchM2 %>% filter(pscore >0.05 & pscore <0.95 )

#######################################################

## matching3: ajustando modelo con pesos muestrales en la estimación

#######################################################

if( dise == "MAS") {

design1 <- svydesign(id=~id, weights=~sw.S , data=samScen)

}

if( dise == "PIPT" ) {

design1 <- svydesign(id=~id, weights=~sw.S ,data=samScen, pps="brewer")

}

if(dise == "ESTMAS" ){

design1 <- svydesign(id=~id, strata = ~stratum, weights=~sw.S,data=samScen)

}

if(dise == "2PIMAS" ){

design1 <- svydesign(id=~id+clus, weights=~sw.S, data=samScen)

}

t.modelSv <- svyglm(treat ~ X1+X2+X3+X4+Z1, design=design1,family=quasibinomial(link= logit))

samScen$pscore <- fitted.values(t.modelSv)

match3 <- Match( Y = samScen$Y1, Tr = samScen$treat, X= samScen$pscore,

M= 1, replace = FALSE, ties = FALSE, caliper = 1.5)

index3 <- unique(c(match3$index.treated, match3$index.control))

matchM3 <- samScen ; matchM3[ ,"subSamp"] <- FALSE

matchM3[index3 ,"subSamp"] <- TRUE

# trim (se quitan pscore muy peque~nos y grandes)

matchM3 <- matchM3 %>% filter(pscore >0.05 & pscore <0.95 )

########################################################

## validación de matching

#######################################################

## original

covOri <- samScen %>%group_by(treat)%>%

summarize( medOriX1 = mean(X1),medOriX2 = mean(X2),

medOriX3 = mean(X3), medOriX4 = mean(X4))

## matching 1

covM1 <- matchM1 %>% filter(subSamp) %>% group_by(treat)%>%

summarize( medM1X1 = mean(X1),medM1X2 = mean(X2),

medM1X3 = mean(X3),medM1X4 = mean(X4) )

## matching 2

covM2 <- matchM2 %>% filter(subSamp) %>% group_by(treat)%>%

summarize( medM2X1 = mean(X1),medM2X2 = mean(X2),

medM2X3 = mean(X3), medM2X4 = mean(X4))

#matching 3

covM3 <- matchM3 %>% filter(subSamp) %>% group_by(treat)%>%

summarize( medM3X1 = mean(X1),medM3X2 = mean(X2),

medM3X3 = mean(X3),medM3X4 = mean(X4) )

covBal <- covOri %>% merge(.,covM1)%>%merge(.,covM2)%>% merge(.,covM3)

########################################################

## generación de pesos muestrales

#######################################################

# tipo 0a

# # no utiliza ningun peso

matchM1[, "wk0_peso1"] <- matchM1[, "wk0_peso2"] <- 1

# tipo 0b

# # solo pesos muestrales

matchM1[, "wks1_peso1"] <- (nrow(samScen)/nrow(matchM1))*(1/matchM1$pk)

matchM1[, "wks1_peso2"] <- 1

########################################################

## generación de pesos matching1

#######################################################

# tipo 1M1a

matchM1[, "wkM1.SVPS1_peso1"] <- (1/matchM1$pk)

matchM1[, "wkM1.SVPS1_peso2"] <- 1/matchM1$pscore

# tipo 1M1b

matchM1[, "wkM1.SVPS2_peso1"] <- (1/matchM1$pk)

matchM1[, "wkM1.SVPS2_peso2"] <-

ifelse( matchM1$treat == 1 , (1/matchM1$pscore),(1/(1-matchM1$pscore)))

# tipo 1M1c
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matchM1[, "wkM1.SVPS3_peso1"] <- (1/matchM1$pk)

matchM1[, "wkM1.SVPS3_peso2"] <-

ifelse( matchM1$treat == 1 , 1,(matchM1$pscore/(1-matchM1$pscore)) )

########################################################

## generación de pesos matching2

#######################################################

# tipo 2M1a

matchM2[, "wkM2.SVPS1_peso1"] <- (1/matchM2$pk)

matchM2[, "wkM2.SVPS1_peso2"] <- 1/matchM2$pscore

# tipo 2M1b

matchM2[, "wkM2.SVPS2_peso1"] <- (1/matchM2$pk)

matchM2[, "wkM2.SVPS2_peso2"] <-

ifelse( matchM2$treat == 1 , (1/matchM2$pscore),(1/(1-matchM2$pscore)))

# tipo 2M1c

matchM2[, "wkM2.SVPS3_peso1"] <- (1/matchM2$pk)

matchM2[, "wkM2.SVPS3_peso2"] <-

ifelse( matchM2$treat == 1 , 1,(matchM2$pscore/(1-matchM2$pscore)))

########################################################

## generación de pesos matching3

#######################################################

# tipo 3M1a

# pesos de propensity con pesos muestrales

matchM3[, "wkM3.SVPS1_peso1"] <- (1/matchM3$pk)

matchM3[, "wkM3.SVPS1_peso2"] <- 1/matchM3$pscore

# tipo 3M1b

matchM3[, "wkM3.SVPS2_peso1"] <- (1/matchM3$pk)

matchM3[, "wkM3.SVPS2_peso2"] <-

ifelse( matchM3$treat == 1 , (1/matchM3$pscore),(1/(1-matchM3$pscore)) )

# tipo 3M1c

matchM3[, "wkM3.SVPS3_peso1"] <- (1/matchM3$pk)

matchM3[, "wkM3.SVPS3_peso2"] <-

ifelse( matchM3$treat == 1 ,1,(matchM3$pscore/(1-matchM3$pscore)))

########################################################

## estimaciones puntuales

#######################################################

# estimaciones matching 1

estim1 <- unique( gsub( "_pes.*", "", grep( "^wk" , names(matchM1), value= TRUE))) %>%

map_df(~adjDise1(dataf2 = matchM1, dise2 = dise, prefPesos = .x) )

estim1[, "nII"] <- length(index1)

# estimaciones matching 2

estim2 <- unique( gsub( "_pes.*", "", grep( "^wk",names(matchM2), value= TRUE))) %>%

map_df(~adjDise1(dataf2 = matchM2, dise2 = dise, prefPesos = .x) )

estim2[, "nII"] <- length(index2)

# estimaciones matching 2

estim3 <- unique( gsub( "_pes.*", "", grep( "^wk", names(matchM3), value= TRUE))) %>%

map_df(~adjDise1(dataf2 = matchM3, dise2 = dise, prefPesos = .x) )

estim3[, "nII"] <- length(index3)

estimFin <- plyr::rbind.fill(fitAtt0, estim1, estim2, estim3, covBal)

estimFin[, "limInf"] <- estimFin$est - 2*estimFin$errEst

estimFin[, "limSup"] <- estimFin$est + 2*estimFin$errEst

estimFin[, "coverageATT"] <- ifelse(estimFin$est-2*estimFin$errEst < att &

estimFin$est +2*estimFin$errEst > att, 1, 0)

estimFin[, "coverageATE"] <- ifelse(estimFin$est -2*estimFin$errEst < ate &

estimFin$est +2*estimFin$errEst > ate, 1, 0)

estimFin[, "diseno"] <- dise; estimFin[, "nI"] <- n

return(estimFin)

} ### FINALIZA FUNCIÓN DE SIMULACIONES

#######################################################

## Generación de datos poblacionales

########################################################

# # crear variables y asignar valores

set.seed(04112018)

N <- 9000

# # variables continuas correlaciondas

CorrMatr <- matrix(cbind(1,.45,.8, .45,1,.6, .8,.6,1),nrow=3)

Cholesky <- t(chol(CorrMatr))

ranVar <- cbind(rnorm(N,0),rnorm(N,10),rnorm(N,20))

Data <- as.data.frame(t(Cholesky %*% t(ranVar)))

names(Data) <- c("X1","X2","X3")

Data$X4 <- rnorm(N) # variable no correlacionada
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Data$id <- 1:nrow(Data)

# # variables categoricas

Data$Z1 <- as.factor(sample(c("C1", "C2"), size = N, prob = c(0.7, 0.3 ),replace = TRUE))

# # encontrar un factor común entre variables correlacionadas

pca1 <- FactoMineR::PCA(Data[,1:4], graph = FALSE)

Data <- cbind(Data,pca1$ind$coord[,1:2])

Data <- cbind(Data,model.matrix( ~ Z1-1, data=Data))

# # simula probabilidades de ser asignado al tratamiento

# # soporte común sobre todo el trazo

## soporte común en parte del trazo

escenario <- "escenario1"

Data$prob.t <- 1/( 1 + exp((0.5*Data$Dim.1+ 0.5*Data$Dim.2+ 0.5*Data$Z1C1+ 0.5 )))

## poco soporte común

#escenario <- "escenario2"

#Data$prob.t <- 1/(1 + exp((Data$Dim.1+0.015*Data$Dim.2+ 0.008*Data$Z1C1+ 0.12 )))

## generar sorteo aleatorio para asignar elementos a tratamiento

mean(Data$prob.t)

Data$treat <- rbinom(N, 1, Data$prob.t)

Data$treat = as.character(Data$treat)

ggplot(Data, aes(x=prob.t, colour=treat)) + geom_density()

Data$treat = as.numeric(Data$treat)

# Generar resultados potenciales tiempo 0

## Yt.j t:tiempo j: tratamiento

gamma0 <- 2 # diferencias pre-existentes en tiempo 0

Data$Y0.0 <- 10 + Data$X1+ 0.5*Data$X2 + 0.5*Data$X3 + 0.5*Data$X4 + Data$Z1C1 + rnorm(N)

Data$Y0.1 <- Data$Y0.0 + gamma0 + rnorm(N)

Data$Y0 <- ifelse(Data$treat==1, Data$Y0.1 , Data$Y0.0) #resultado observado

# Generar resultados potenciales en el tiempo 1

deltaC <- 2 # aumento en el tiempo de controles

deltaT <- 2 # aumento en el tiempo de tratamientos

Data$Y1.0 <- Data$Y0.0 + deltaC ; Data$Y1.1 <- Data$Y0.1 + deltaT

Data$Y1<- ifelse(Data$treat==1, Data$Y1.1 , Data$Y1.0) #resultado observado

## se define la variable de estratificación como la de tratamiento

## se busca que la muestra dependa de t (s~t)

Data$stratum <- Data$treat

# se crean las unidades primarias de muestreo

Data <- Data[order(Data$X1),];Data$clus <- rep(1:90,rep(10,90))

aX2 <- Data %>% group_by(clus) %>%

summarize(aX2 = mean(X1)*20+100) # Xm para PPT en dise~no dos etapas

Data <- merge( Data, aX2)

########################################################

## Estimar el efecto del tratamiento en el tiempo final 1

########################################################

# Parámetros en el tiempo 1

ate <- mean(Data$Y1.1)-mean(Data$Y1.0)

att <- mean(Data[Data$treat ==1,]$Y1.1) - mean(Data[Data$treat ==1,]$Y1.0)

## correr simulaciones

start_time <- Sys.time()

vecDise <- c("MAS", "PIPT", "ESTMAS", "2PIMAS")

names(vecDise) <- vecDise

simOne <- function(x){ vecDise %>% map_df(~simTwoPhases(n = 900, dise = .x, data = Data))}

simTH0 <- 1:3000 %>% map_df(simOne)

end_time <- Sys.time()

end_time - start_time

namSel <- !(names(simTH0) %in% c( "treat", grep("med" , names(simTH0), value = TRUE)))

simTH <- simTH0 %>% select( names(simTH0)[namSel])%>% filter(!is.na(est))

attResul <- simTH %>% group_by(diseno, peso) %>%

summarize(estim = mean(est), sesgoAb = round(abs(att - mean(est)),4),

sesgoRl = round(abs(att - mean(est))/abs(att),4),

cv = round(sd(est)/abs(mean(est)),4),

porcATT = mean(coverageATT),promErr = mean(errEst) ,

promnII = round(mean(nII)), ECM = mean((est- att)^2) )%>%

arrange(diseno, sesgoRl) %>% data.frame()

ateResul <- simTH %>% group_by(diseno, peso) %>%

summarize(estim = mean(est), sesgoAb = round(abs(ate - mean(est)),4),

sesgoRl = round(abs(ate - mean(est))/ate,4),

cv = round(sd(est)/abs(mean(est)),4), porcATE = mean(coverageATE),

promErr = mean(errEst), promnII = round(mean(nII)) ,

ECM = mean((est- ate)^2) )%>% arrange(diseno, sesgoRl) %>%

data.frame()
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#### arreglar salidas para presentar

equiv <- data.frame(

now= c( "nulo" , "tipo0a", "tipo0b", "tipo1a", "tipo1b", "tipo1c",

"tipo2a", "tipo2b", "tipo2c", "tipo3a", "tipo3b", "tipo3c"),

old= c("nulo", "wk0","wks1", "wkM1.SVPS1", "wkM1.SVPS2","wkM1.SVPS3",

"wkM2.SVPS1", "wkM2.SVPS2","wkM2.SVPS3", "wkM3.SVPS1", "wkM3.SVPS2","wkM3.SVPS3") )

attResul1 <- attResul %>% merge(.,equiv, by.x = "peso" , by.y= "old" ) %>% arrange(diseno,sesgoRl)

ateResul1 <- ateResul %>% merge(.,equiv, by.x = "peso" , by.y= "old" ) %>% arrange(diseno,sesgoAb)

## chequear balanceo

namCov <- c( "treat", grep("med" , names(simTH0), value = TRUE))

covTH <- simTH0 %>% select( namCov)%>% filter(!is.na(treat))

difFun <- function(x, dataC){

dataC[, "var"] <- dataC[, x]

difX <- dataC %>% group_by( treat) %>% summarize( med = mean(var)) %>% data.frame()

difX1 <- data.frame( med0 = difX[1,2], med1 = difX[2,2] )

difX1[,"var"] <- x

difX1[,"difAbs"] <- abs(difX1[, "med0"] - difX1[, "med1"])

return(difX1)

}

difCov <- namCov[-1] %>% map_df(~difFun(.x, covTH))

###### FINALIZA AQUÍ CODIGO.....

Rutina estimador DIFDIF

###################################################################

# # # Simulacion para "Propensity score matching con

# # # dise~nos muestrales - estimador DIFDIF"

# # # Creado por : Cristian Monta~no

###################################################################

# Required R packages

library(survey)

library(Matching)

library(ggplot2)

library(TeachingSampling)

library(tidyverse)

########################################################

## carga las funciones

#######################################################

# función para seleccionar muestras

generate_sample <- function(data, diseno, n){

if(diseno == "MAS") {

data$pk <- n/nrow(data);sam <- sample(nrow(data), n, replace= FALSE)

samples <- data[sam,] }

if(diseno == "ESTMAS") {

Ne <- data.frame(table(data$stratum))

data <- merge( data, Ne, by.x = "stratum", by.y = "Var1" )

data$nE <- round(n*data$Freq/nrow(data),0)

pop_split <- split(data, data$stratum)

draw_sample <- function(n, data){

data$pk <- n/nrow(data); data[sample((1:nrow(data)),n),]}

samples <- do.call("rbind", mapply(draw_sample,

n = unique(data$nE), data = pop_split, SIMPLIFY = FALSE))}

if(diseno == "PIPT") {

sam <- S.piPS(n, abs(as.numeric(data[,"X2"])))

samples <- data[sam[, 1],]; samples$pk <- sam[, 2] }

if(diseno == "2PIMAS") {

pC <- 0.5 ;ni <- ceiling(pC*length(unique(data$clus))); nC <- n/ni

datUni <- data %>% distinct( clus, aX2)

sam <- S.piPS(ni, as.numeric(datUni[,"aX2"])+100)

samUni <- datUni[sam[, 1],]; samUni$PI <- sam[,2]

dataClus <- merge(data, samUni[,c("clus", "PI")] ,c("clus"))

draw_sample2 = function(dataNc , cl, nC ){

subCla <- dataNc %>% filter( clus == cl)%>% mutate(PII = nC / nrow(.) )

sam <- sample(nrow(subCla), nC, replace= FALSE); samples0 <- subCla[sam,]

return(samples0) }

cl <- unique(samUni[, "clus"])

samples <- cl %>% map_df(~draw_sample2( dataNc = dataClus, cl = .x , nC = nC ) )
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samples$pk <- samples$PI * samples$PII }

return(samples)

}

# función para ajustar modelo bajo dise~no muestral

fit_model <- function(formula, design, var){

fit <- svyglm(formula, design); index <- names(coef(fit)) == var

return( as.numeric(c(coef(fit)[index], sqrt(diag(vcov(fit))[index]))))}

### estima el efecto del tratamiento para dise~no two phases

adjDise1 <- function( dataf2 , dise2, prefPesos ){

dataf2$w1 <- dataf2[, paste(prefPesos, "_peso1", sep = "")]

dataf2$w2 <- dataf2[, paste(prefPesos, "_peso2", sep = "")]

if( any( dise2 == c("MAS", "PIPT", "2PIMAS")) ) {

twoPh <-twophase(id=list(~id,~id), data=dataf2, subset=~subSamp,

weights = list(~w1,~w2), method = "approx")

model <- fit_model(deltaY ~ treat, twoPh, var = "treat") }

if(dise2 == "ESTMAS"){

twoPh <-twophase(id=list(~id,~id), data=dataf2, subset=~subSamp,

strata = list(~stratum,~stratum), weights = list(~w1,~w2), method = "approx")

model <- fit_model(deltaY~treat, twoPh, var = "treat") }

out <- data.frame( est = model[1], errEst = model[2] ); out[,"peso"] <- prefPesos

return(out)}

## función para simulaciones

## 1.selecciona la muestra

## 2.realiza matching

## 3.verifica el balanceo de las covariables

## 4.ejecuta funciones de estimación y calcula el sesgo

simTwoPhases <- function(n, dise, dataf ){

########################################################

## selecciona muestra

#######################################################

#browser()

samScen <- generate_sample(data = dataf, diseno = dise,n= n)

########################################################

## matching1: ajustando modelo sin pesos muestrales

#######################################################

t.model <- glm( treat ~ X1+X2+X3+X4+Z1,data = samScen,family="binomial")

samScen$pscore <- predict(t.model, data=samScen, type="response")

match1 <- Match( Y = samScen$deltaY1, Tr = samScen$treat, X= samScen$pscore,

M= 1, replace = FALSE, ties = FALSE, caliper = 1.5)

index1 <- unique(c(match1$index.treated,match1$index.control))

matchM1 <- samScen ; matchM1[ ,"subSamp"] <- FALSE; matchM1[index1 ,"subSamp"] <- TRUE

# trim (se quitan pscore muy peque~nos)

matchM1 <- matchM1 %>% filter(pscore >0.05 & pscore <0.95 )

########################################################

## caso0: no se hace matching ni se utiliza ningún peso (muestral-pps)

#######################################################

matchDat1 <- samScen

fit <- glm( deltaY ~ treat , data = matchDat1)

fitAtt0 <- data.frame( est = coef(fit)[2], errEst = sqrt(diag(vcov(fit)))[2],

peso = "nulo", nII = nrow(matchDat1) )

#######################################################

## matching2: ajustando modelo con pesos muestrales como covariable

#######################################################

#sw.S: peso de muestral (inicial)

samScen$sw.S <- 1/samScen$pk; samScen$sw.S1 <- samScen$sw.S+ rnorm(nrow(samScen))

t.model <- glm( treat ~ X1+X2+X3+X4+Z1+sw.S1, data = samScen, family="binomial")

samScen$pscore <- predict(t.model, data=samScen, type="response")

match2 <- Match( Y = samScen$deltaY, Tr = samScen$treat, X= samScen$pscore,

M= 1, replace = FALSE, ties = FALSE, caliper = 1.5)

index2 <- unique(c(match2$index.treated, match2$index.control))

matchM2 <- samScen ; matchM2[ ,"subSamp"] <- FALSE; matchM2[index2 ,"subSamp"] <- TRUE

# trim (se quitan pscore muy peque~nos)

matchM2 <- matchM2 %>% filter(pscore >0.05 & pscore <0.95 )

#######################################################

## matching3: ajustando modelo con pesos muestrales en la estimación

#######################################################

if( dise == "MAS") {design1 <- svydesign(id=~id, weights=~sw.S , data=samScen)}

if( dise == "PIPT") {design1 <- svydesign(id=~id, weights=~sw.S , data=samScen, pps="brewer") }

if(dise == "ESTMAS" ){design1 <- svydesign(id=~id, strata = ~stratum, weights=~sw.S, data=samScen) }

if(dise == "2PIMAS" ){design1 <- svydesign(id=~id+clus, weights=~sw.S, data=samScen)}
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t.modelSv <- svyglm(treat ~ X1+X2+X3+X4+Z1, design=design1, family=quasibinomial(link= logit))

samScen$pscore <- fitted.values(t.modelSv)

match3 <- Match( Y = samScen$deltaY, Tr = samScen$treat, X= samScen$pscore,

M= 1, replace = FALSE, ties = FALSE, caliper = 1.5)

index3 <- unique(c(match3$index.treated, match3$index.control))

matchM3 <- samScen ; matchM3[ ,"subSamp"] <- FALSE ; matchM3[index3 ,"subSamp"] <- TRUE

# trim (se quitan pscore muy peque~nos)

matchM3 <- matchM3 %>% filter(pscore >0.05 & pscore <0.95 )

########################################################

## generación de pesos muestrales

#######################################################

# tipo 0a

matchM1[, "wk0_peso1"] <- matchM1[, "wk0_peso2"] <- 1

# tipo 0b

matchM1[, "wks1_peso1"] <- (nrow(samScen)/nrow(matchM1))*(1/matchM1$pk); matchM1[, "wks1_peso2"] <- 1

########################################################

## generación de pesos matching1

#######################################################

# tipo 1M1a

matchM1[, "wkM1.SVPS1_peso1"] <- (1/matchM1$pk)

matchM1[, "wkM1.SVPS1_peso2"] <- 1/matchM1$pscore

# tipo 1M1b

matchM1[, "wkM1.SVPS2_peso1"] <- (1/matchM1$pk)

matchM1[, "wkM1.SVPS2_peso2"] <-

ifelse( matchM1$treat == 1 ,(1/matchM1$pscore),(1/(1-matchM1$pscore)))

# tipo 1M1c

matchM1[, "wkM1.SVPS3_peso1"] <- (1/matchM1$pk)

matchM1[, "wkM1.SVPS3_peso2"] <-

ifelse( matchM1$treat == 1 , 1,(matchM1$pscore/(1-matchM1$pscore)))

########################################################

## generación de pesos matching2

#######################################################

# tipo 2M1a

matchM2[, "wkM2.SVPS1_peso1"] <- (1/matchM2$pk)

matchM2[, "wkM2.SVPS1_peso2"] <- 1/matchM2$pscore

# tipo 2M1b

matchM2[, "wkM2.SVPS2_peso1"] <- (1/matchM2$pk)

matchM2[, "wkM2.SVPS2_peso2"] <-

ifelse( matchM2$treat == 1 ,(1/matchM2$pscore),(1/(1-matchM2$pscore)))

# tipo 2M1c

matchM2[, "wkM2.SVPS3_peso1"] <- (1/matchM2$pk)

matchM2[, "wkM2.SVPS3_peso2"] <-

ifelse( matchM2$treat == 1 ,1,(matchM2$pscore/(1-matchM2$pscore)))

########################################################

## generación de pesos matching3

#######################################################

# tipo 3M1a

matchM3[, "wkM3.SVPS1_peso1"] <- (1/matchM3$pk)

matchM3[, "wkM3.SVPS1_peso2"] <- 1/matchM3$pscore

# tipo 3M1b

matchM3[, "wkM3.SVPS2_peso1"] <- (1/matchM3$pk)

matchM3[, "wkM3.SVPS2_peso2"] <-

ifelse( matchM3$treat == 1 , (1/matchM3$pscore),(1/(1-matchM3$pscore)))

# tipo 3M1c

matchM3[, "wkM3.SVPS3_peso1"] <- (1/matchM3$pk)

matchM3[, "wkM3.SVPS3_peso2"] <-

ifelse( matchM3$treat == 1 ,1,(matchM3$pscore/(1-matchM3$pscore)))

########################################################

## estimaciones puntuales

#######################################################

# estimaciones matching 1

estim1 <- unique( gsub( "_pes.*", "", grep( "^wk" , names(matchM1), value= TRUE))) %>%

map_df(~adjDise1(dataf2 = matchM1, dise2 = dise, prefPesos = .x) )

estim1[, "nII"] <- length(index1)

# estimaciones matching 2

estim2 <- unique( gsub( "_pes.*", "", grep( "^wk" , names(matchM2), value= TRUE))) %>%

map_df(~adjDise1(dataf2 = matchM2, dise2 = dise, prefPesos = .x) )

estim2[, "nII"] <- length(index2)

# estimaciones matching 2

estim3 <- unique( gsub( "_pes.*", "", grep( "^wk" , names(matchM3), value= TRUE))) %>%
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map_df(~adjDise1(dataf2 = matchM3, dise2 = dise, prefPesos = .x) )

estim3[, "nII"] <- length(index3)

estimFin <- plyr::rbind.fill(fitAtt0, estim1, estim2, estim3)

estimFin[, "limInf"] <- estimFin$est - 2*estimFin$errEst

estimFin[, "limSup"] <- estimFin$est + 2*estimFin$errEst

estimFin[, "coverageATT"] <- ifelse(estimFin$est-2*estimFin$errEst < att &

estimFin$est +2*estimFin$errEst > att, 1, 0)

estimFin[, "coverageATE"] <- ifelse(estimFin$est -2*estimFin$errEst < ate &

estimFin$est +2*estimFin$errEst > ate, 1, 0)

estimFin[, "diseno"] <- dise

estimFin[, "nI"] <- n

return(estimFin)

}

#######################################################

## Generación de datos poblacionales

########################################################

# # crear variables y asignar valores

set.seed(04112018)

N <- 9000

# # variables continuas correlaciondas

CorrMatr <- matrix(cbind(1,.45,.8, .45,1,.6, .8,.6,1),nrow=3); Cholesky <- t(chol(CorrMatr))

ranVar <- cbind(rnorm(N,0), rnorm(N,10), rnorm(N,20))

Data <- as.data.frame(t(Cholesky %*% t(ranVar))); names(Data) <- c("X1","X2","X3")

set.seed(1234); Data$X4 <- rnorm(N) ; Data$id <- 1:nrow(Data)

# # categoric variables

Data$Z1 <- as.factor(sample(c("C1", "C2"), size = N, prob = c(0.7, 0.3 ), replace = TRUE))

# # encontrar un factor común entre variables correlacionadas

pca1 <- FactoMineR::PCA(Data[,1:4], graph = FALSE); Data <- cbind(Data,pca1$ind$coord[,1:2])

Data <- cbind(Data,model.matrix( ~ Z1-1, data=Data))

# # simula probabilidades de ser asignado al tratamiento

## soporte común en parte del trazo

escenario <- "escenario1"

Data$prob.t <- 1/( 1 + exp((0.5*Data$Dim.1+ 0.5*Data$Dim.2+ 0.5*Data$Z1C1+ 0.5 )))

## poco soporte común

# escenario <- "escenario2"

# Data$prob.t <- 1/(1 + exp((Data$Dim.1+0.015*Data$Dim.2+ 0.008*Data$Z1C1+ 0.12 )))

## generar sorteo aleatorio para asignar elementos a tratamiento

Data$treat <- rbinom(N, 1, Data$prob.t)

Data$Grupo = as.character(Data$treat)

ggplot(Data, aes(x=prob.t, colour=Grupo)) + ggtitle(" PSC3 ")+

geom_density()+labs( x = "Probabilidad", y = "Densidad")

Data$treat = as.numeric(Data$treat)

# Generar resultados potenciales tiempo 0

## Yt.j t:tiempo j: tratamiento

gamma0 <- 2 # diferencias pre-existentes en tiempo 0

Data$Y0.0 <- 10 + Data$X1+ 0.5*Data$X2 + 0.5*Data$X3 + 0.5*Data$X4 + Data$Z1C1 + rnorm(N)

Data$Y0.1 <- Data$Y0.0 + gamma0 + rnorm(N)

Data$Y0 <- ifelse(Data$treat==1, Data$Y0.1 , Data$Y0.0) #resultado observado

# Generar resultados potenciales en el tiempo 1

deltaC <- 2 # aumento en el tiempo de controles

deltaT <- deltaC+2 # aumento en el tiempo de tratamientos

Data$Y1.0 <- Data$Y0.0 + deltaC + runif(nrow(Data))

Data$Y1.1 <- Data$Y0.1 + deltaT + runif(nrow(Data))

Data$Y1<- ifelse(Data$treat==1, Data$Y1.1 , Data$Y1.0) #resultado observado

Data$deltaY = Data$Y1- Data$Y0

## se define la variable de estratificación como la de tratamiento

## se busca que la muestra dependa de t (s~t)

Data$stratum <- Data$treat

# se crean las unidades primarias de muestreo

Data <- Data[order(Data$X1),]

Data$clus <- rep(1:90,rep(10,90))

aX2 <- Data %>% group_by(clus) %>% summarize(aX2 = mean(X1)*20+100) # Xm para PPT en dise~no dos etapas

Data <- merge( Data, aX2)

########################################################

## Estimar el efecto del tratamiento en el tiempo final 1

########################################################

# Parametros en el tiempo 1

ate <- mean(Data$Y1.1)-mean(Data$Y1.0) - (mean(Data$Y0.1)-mean(Data$Y0.0))

att <- mean(Data[Data$treat ==1,]$Y1.1) - mean(Data[Data$treat ==1,]$Y1.0) -

(mean(Data[Data$treat ==1,]$Y0.1) - mean(Data[Data$treat ==1,]$Y0.0))
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## corrida normal

start_time <- Sys.time()

vecDise <- c("MAS", "PIPT", "ESTMAS", "2PIMAS") ; names(vecDise) <- vecDise

simOne <- function(x){ vecDise %>% map_df(~simTwoPhases(n = 900, dise = .x, data = Data))}

simTH0 <- 1:3000 %>% map_df(simOne); end_time <- Sys.time(); end_time - start_time

namSel <- !(names(simTH0) %in% c( "treat", grep("med" , names(simTH0), value = TRUE)))

simTH <- simTH0 %>% select( names(simTH0)[namSel])%>% filter(!is.na(est))

attResul <- simTH %>% group_by(diseno, peso) %>%

summarize(sesgoAb = round(abs(att - mean(est)),4), sesgoRl = round(abs(att - mean(est))/att,4),

cv = round(sd(est)/abs(mean(est)),4), porcATT = mean(coverageATT),

promErr = mean(errEst) , promnII = round(mean(nII)), ECM = mean((est- att)^2) )%>%

arrange(diseno, sesgoRl) %>% data.frame()

ateResul <- simTH %>% group_by(diseno, peso) %>%

summarize(sesgoAb = round(abs(ate - mean(est)),4), sesgoRl = round(abs(ate - mean(est))/ate,4),

cv = round(sd(est)/abs(mean(est)),4), porcATE = mean(coverageATE),

promErr = mean(errEst), promnII = round(mean(nII)) , ECM = mean((est- ate)^2) )%>%

arrange(diseno, sesgoRl) %>% data.frame()

#### arreglar salidas para presentar

equiv <- data.frame(

now= c( "nulo" , "tipo0a", "tipo0b", "tipo1a", "tipo1b", "tipo1c",

"tipo2a", "tipo2b", "tipo2c", "tipo3a", "tipo3b", "tipo3c" ),

old= c("nulo", "wk0","wks1", "wkM1.SVPS1", "wkM1.SVPS2","wkM1.SVPS3",

"wkM2.SVPS1", "wkM2.SVPS2","wkM2.SVPS3","wkM3.SVPS1", "wkM3.SVPS2","wkM3.SVPS3") )

attResul1 <- attResul %>% merge(.,equiv, by.x = "peso" , by.y= "old" ) %>% arrange(diseno,sesgoRl)

ateResul1 <- ateResul %>% merge(.,equiv, by.x = "peso" , by.y= "old" ) %>%

arrange(diseno,sesgoAb)

###### FINALIZA AQUÍ CÓDIGO.....

(Rubin (1974); Rubin (1976); Rubin (1977); Rubin (1978)) DuGoff et al. (2014) Rid-
geway et al. (2015) Särndal et al. (1992) (Rubin, 1974; Rubin, 1975; Rubin, 1976; Ru-
bin, 1977; Rubin, 1978; Rubin, 1979; Rubin, 1980) Mealli et al. (2011) Angrist et al.
(1996) Gertler et al. (2011) Pearl (1995) y Pearl (2000) Heckman et al. (1998) Heckman
et al. (1997) Miranda et al. (2017) Dı́az et al. (2015)

Neyman (1923) Neyman (1934)
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