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Resumen 

El conocimiento del subsuelo es fundamental en la exploración y el desarrollo de yacimientos 

de hidrocarburos, dentro de múltiples técnicas de inversión sísmica hemos escogido utilizar para 

este trabajo la Impedancia Elástica Extendida (IEE) con el fin de evaluar propiedades de roca 

mediante asociación a un rango de ángulos extendido, que físicamente no es posible registrar, y 

adicionalmente usar tres técnicas de inteligencia artificial con el fin de encontrar las tendencias no 

lineales que nos permitirán comparar los resultados y eventualmente mejorar las predicciones. 

Aplicamos la propiedad de IEE para modelar 4 propiedades de roca, el gamma ray, la porosidad, 

lambda rho y mu rho para el miembro 2nd Wall Creek de la Formación Frontier (Campo Teapot 

Dome, Wyoming U. S.). En este proceso la relación entre la IEE y cada una de las propiedades se 

determina de manera lineal, dando lugar a un considerable grado de incertidumbre, principalmente 

en la predicción del gamma ray y la porosidad, debido a la alta dispersión de los datos. 

Con el objetivo de buscar una mejor predicción de las mismas 4 propiedades y poder comparar 

los resultados por distintos métodos, incorporamos de manera independiente 3 técnicas de machine 

y deep learning, Multi Linear Regression (MLR), Probabilistic Neural Network (PNN) y Deep 

Feed-forward Neural Network (DFNN). Destacando como resultado que las propiedades 

modeladas con los algoritmos MLR y DFNN fueron las que mayor definición del yacimiento 

permitieron en cuanto al coeficiente de correlación en la etapa de validación. 

Este trabajo fue desarrollado con información del campo Teapot Dome, como caso de estudio, 

específicamente sobre el miembro Second Wall Creek de la Formación Frontier del cretácico 

superior, uno de los yacimientos principales, descrito como areniscas fluvio deltaicas.  

 



�

�

Resumen 

La predicción de las propiedades de yacimiento nos permitió interpretar diferentes cuerpos 

como zonas óptimas, basados en la distribución de los valores más favorables, tales como 

porosidad alta, gamma ray bajo, lambda rho bajo y mu rho alto, estas formas se interpretan como 

complejos de canales distributarios y lóbulos propios de ambientes de frente de playa y deltaicos, 

sometidos a la acción de mareas, características que se ajustan a la evolución geológica de la 

cuenca en el área estudiada. 

El campo cuenta con alrededor de 1.300 pozos (de los cuales  preseleccionamos 25) y 72 Km2 

de sísmica 3D en versiones pre stack y post stack de buena calidad. Entre las bondades del conjunto 

de datos están la disponibilidad de un buen número de pozos que nos permitió análisis más robustos 

y una adecuada evaluación de resultados, tanto para el método de IEE como también en el campo 

del aprendizaje de máquina, por esta razón resultó conveniente contar con información de un 

campo de producción, tal como Teapot Dome, cuyos datos son de acceso libre con el objeto de 

promover la investigación científica. Sus promotores son Rocky Mountain Oilfield Testing Center 

RMOTC y el U.S. Department of Energy. 

Palabras clave: Impedancia elástica extendida, aprendizaje de máquina, inversión sísmica y 
predicción de propiedades de yacimiento. 
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Abstract 

Title: Calculation of Volumes of Elastic Parameters through IEE and Deep Learning to 

Characterize Reservoirs. 

The knowledge of the subsoil is essential in the exploration and development of hydrocarbon 

deposits, within multiple seismic inversion techniques we have chosen to use for this work the 

Extended Elastic Impedance (IEE) in order to evaluate rock properties through association to a 

range of extended angles, which is not physically possible to record, and additionally using three 

artificial intelligence techniques in order to find non-linear trends that will allow us to compare 

the results and eventually improve the predictions. 

We apply the IEE property to model 4 rock properties, gamma ray, porosity, lambda rho and 

mu rho for the 2nd Wall Creek member of the Frontier Formation (Teapot Dome Field, Wyoming 

U.S.). In this process, the relationship between the IEE and each of the properties is determined 

linearly, giving rise to a considerable degree of uncertainty, mainly in the prediction of the gamma 

ray and porosity, due to the high dispersion of the data. 

In order to seek a better prediction of the same 4 properties and to be able to compare the results 

by different methods, we independently incorporate 3 machine and deep learning techniques, Multi 

Linear Regression (MLR), Probabilistic Neural Network (PNN) and Deep Feed-forward Neural 

Network (DFNN). As a result, the properties modeled with the MLR and DFNN algorithms were 

the ones that allowed the greatest definition of the deposit in terms of the correlation coefficient in 

the validation stage. 
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Abstract 

This work was developed with data from the Teapot Dome field, as a case study, specifically 

on the Second Wall Creek member of the Upper Cretaceous Frontier Formation, one of the main 

reservoirs, described as fluvio-deltaic sandstones. 

The prediction of the reservoir properties allowed us to interpret different bodies as optimal 

zones, based on the distribution of the most favorable values, such as high porosity, low gamma 

ray, low lambda rho and high mu rho, these forms are interpreted as complexes of distributary 

channels and lobes typical of beachfront and deltaic environments, subjected to the action of tides, 

characteristics that adjust to the geological evolution of the basin in the studied area. 

 

The field has around 1,300 wells (of which we preselected 25) and 72 km2 of 3D seismic in 

pre-stack and post-stack versions of good quality. Among the benefits of the data set is the 

availability of a good number of wells that allowed us more robust analyzes and an adequate 

evaluation of results, both for the IEE method and also in the field of machine learning, for this 

reason it was convenient have information from a production field, such as Teapot Dome, whose 

data is freely accessible in order to promote scientific research. Its promoters are the Rocky 

Mountain Oilfield Testing Center RMOTC and the U.S. Department of Energy. 

Keywords: Extended elastic impedance, machine learning, seismic inversion and reservoir 
property prediction.  
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1 Introducción 

El encontrar condiciones óptimas de yacimiento es uno de los principales retos en la industria 

de los hidrocarburos, la inversión sísmica ha sido una de las principales herramientas para abordar 

este problema, dentro de los múltiples métodos de inversión existentes con los que se podría 

modelar el subsuelo están la inversión pre-apilado (AVO), la inversión de onda completa, y la 

impedancia elástica y elástica extendida (principal enfoque de este trabajo), adicionalmente se han 

venido implementando técnicas de inteligencia artificial en el proceso de inversión, tal como los 

algoritmos genéticos, ejemplos de ellos Moncayo  et al. 2011 y Gutierrez. 2019. en donde son 

usados en la caracterización de yacimientos. Para este estudio se han incorporado también técnicas 

de inteligencia artificial, esta vez abordando tres diferentes algoritmos de aprendizaje de máquina 

y aprendizaje profundo de máquina, denominados Multi Linear Regression (MLR), Probabilistic 

Neural Network (PNN) y Deep Feed-forward Neural Network (DFNN). 

Una de las limitaciones físicas de la adquisición sísmica es el restringirse a un rango de ángulos 

�  de reflexión generalmente menor a 30°, dejando de lado la posibilidad matemática de un rango 

entre -90° y +90°. Esta limitación implica una dificultad al tratar de establecer las propiedades del 

subsuelo mediante técnicas de inversión sísmica convencionales, como la pre stack (AVO), técnica 

en que la reflectividad es modelada con base en la relación lineal entre la amplitud y el ��� � �  de 

acuerdo con aproximaciones a las ecuaciones de Zoeppritz, como la de Shuey. 1985 (Ecuación 

AVO de primer orden, (1.1), en donde �  es el ángulo de reflexión, siendo observable esta relación 

en un rango limitado entre 0 y 30° (correspondiente a valores de ��� � �  entre 0 y 0.25). De esta 

manera restringiendo las posibles combinaciones de los parámetros A (intercepto) y B (gradiente), 

y en consecuencia limitando las propiedades asociadas que se podrían evaluar. 
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(1.1) 

La limitación en las combinaciones de A y B supone que ciertas propiedades asociadas a las 

rocas no podrían ser inferidas aunque efectivamente existieran. Hemos escogido para este trabajo 

la IEE como el mecanismo para solventar esta dificultad, gracias a que Whitcombe. 2002, 

incorporando las relaciones entre el módulo bulk, el módulo de cizalla y la densidad con los 

parámetros A, B y C expuestas por Dong. 1996. Y la ecuación de impedancia elástica propuesta 

por Connolly .1999. Sugiere un modelo capaz de extrapolar las observaciones sobre el eje de ��� � �  

y así hace posible la construcción de cualquier combinación lineal real de A y B. Dando lugar a 

una reflectividad escalada mediante la sustitución de de ��� � �  por ���	 , que para A corresponde 

a un �  = 0° y para B a �  = 90°. 

De esta manera La IEE constituye una aproximación a los parámetros elásticos y permite 

encontrar una función de impedancia elástica que puede correlacionar con algún registro 

petrofísico específico, aportando a la discriminación entre fluidos o litología (Whitcombe et al., 

2002). 

Aunque la IEE puede contribuir a una mejor predicción de yacimiento solventando las 

dificultades propias de la adquisición, la inversión sísmica todavía se ve limitada por el hecho de 

basarse en relaciones lineales definidas, producto de la simplificación de relaciones más 

complejas. 

En este sentido el impacto de la inteligencia artificial y en específico del machine learning se 

fundamenta en buscar relaciones, no necesariamente lineales mediante una fórmula matemática, 

que se aplique a un conjunto de datos de entrada (datos de entrenamiento), el cual puede ser extenso 

incluyendo un gran número de variables, para producir los resultados deseados, de esta manera la 
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fórmula encontrada puede generar los resultados correctos para otros datos de entrada (distintos 

de los datos de entrenamiento) con la condición de que estos datos de entrada vengan de una 

distribución estadística igual o similar a la que dio origen a la formula (Burkov. 2019). 

Los resultados de este trabajo buscan contribuir a predecir sobre volúmenes 3D propiedades de 

roca que solo tenemos en pozo, utilizando el análisis de impedancia elástica extendida (IEE) y 

diferentes atributos sísmicos sometidos al aprendizaje de máquina para caracterizar un yacimiento, 

en busca de un mayor grado de predicción mediante la integración de la inteligencia artificial (IA) 

en el proceso de inversión sísmica. 

1.1 Marco geológico para la Formación Frontier, miembro 2nd Wall 

Creek (Unidad de interés) en el Campo Teapot Dome. 

La Formación Frontier se deposita dentro del espacio de acomodación generado por el 

cabalgamiento de las Rocky Mountains, dentro de lo que se denomina regionalmente como una 

cuenca de foreland, esta Formación del cretácico superior, específicamente del turoniano, se 

distribuye a lo largo de una gran zona entre los estados de Utah, Idaho, Colorado y Wyoming, 

EE.UU., siendo el último en donde está ubicado el campo Teapot Dome, área de interés para este 

trabajo (Figura 1.1). 
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Figura 1.1. Mapa de localización Campo Teapot Dome. Al sur oeste de la cuenca Powder River (PRB), al norte del 

poblado de Casper en el condado de Natrona, Wyoming, EE. UU. (Fuente: Rocky Mountain Oilfield Testing Center 

RMOTC and the U.S. Department of Energy). 

 

La cuenca Powder River (PRB) en donde se localiza el campo Teapot Dome, está ubicada entre 

el NE de Wyoming y SE de Montana comprende un área de 50.000 Km2, se orienta en dirección 

NW-SE con una longitud de 370 Km, el espesor de su secuencia sedimentaria llega a los 18.000 

pies y alcanza un espesor alrededor de 17.000 pies de rocas correspondientes a un rango de edad 

desde el paleozoico hasta el cuaternario. (Beikman. 1962).  

En esta cuenca las rocas paleozoicas tienen aproximadamente 2.500 pies de espesor y consisten 

en rocas carbonáticas marinas y areniscas; las rocas mesozoicas tienen cerca de 9.500 pies de 

espesor y consisten en limolitas y areniscas tanto de ambientes marinos como no marinos; y las 

rocas cenozoicas están entre 4.000 y 6.000 pies de espesor y consisten de areniscas con contenido 

de carbón y shales (Beikman. 1965). 
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La unidad de interés en este estudio es el miembro 2nd Wall Creek, intervalo que se ubica en 

la parte media de la Formación Frontier y alcanza hasta 80 pies de espesor, esta formación del 

cretácico superior está compuesta de intercalaciones de arenitas, propias de un ambiente fluvio-

deltaico, cuarzosas de composición homogénea con shales depositados en ambientes continentales 

y ocasionalmente marinos (Figura 1.2). 

 

Figura 1.2. De izquierda a derecha: Curva eustática del nivel del mar mostrando  cambios en periodos cortos (línea 

solida) y en periodos largos (línea punteada),  columna estratigráfica mostrando las Formaciones y los respectivos 

miembros en la cuenca Powder River (PRB), fechas de edad de bentonita, columna de correlación de edades y zonas 

de Amonitas. (Modificada de Merewether et. Al., 1979; Haq et. Al., 1987; Kirschbaum and Mercier, 2013). 

Recuperada de Preston. 2013.   

En general los depósitos de la Formación Frontier corresponden a estratos de frente de playa y 

deltaicos y se definen como depósitos ricos en arena que fueron acumulados entre el punto más 

alto de acción del oleaje  en marea alta y la base de tormentas en un entorno marginal marino. 

Adicionalmente incluye estratos continentales depositados cerca o sobre el limite marino-terrestre 

con posible influencia del agua salobre (mareas),  estos ambientes se caracterizan  por firmas de 

gamma ray aserradas y areniscas que tienen firmas de gamma ray incrementando hacia arriba 
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relacionadas a sucesiones grano decrecientes (típicas de origen fluvial). Estas areniscas presentan 

de bajo a alto  ángulo de estratificación cruzada, sin embargo esta característica no es diagnostica 

de un ambiente deposicional en particular y podría ser de ambiente de frente de playa superior, 

fluvial, o estuarino. (Kirschbaum & Mercier, 2013). 

El miembro Wall Creek de la Formación Frontier está fuertemente dominado por eventos 

regresivos del nivel del mar, tal como se observa en la curva de Haq (Figura 1.2), estos eventos 

facilitaron la depositación de unidades más gruesas, como de ambientes de frente de playa y/o 

deltaicos. Específicamente en la zona del campo Teapot Dome el espacio de acomodación pudo 

haber sido limitado, debido a que la zona se encuentra alejada en dirección oriente del eje de la 

cuenca de foreland, es decir donde las unidades registran su mayor espesor, según (Kirschbaum & 

Mercier, 2013) este entorno de baja acomodación puede causar superposición de superficies 

erosivas del tipo de bases fluviales y canales distributarios, dificultando la identificación de las 

mismas y resultando en la partición variable de los depósitos, de esta manera se puede explicar 

que haya un grado importante de discontinuidad en los yacimientos.  

Las rocas fuente de edad cretácica probablemente expulsaron petróleo durante el paleoceno 

hacia las estructuras que se iban desarrollando alrededor de los márgenes de la cuenca (Dolton & 

Fox, 1996). 
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2 Marco teórico 

2.1 Análisis de impedancia elástica 

La práctica común para datos de sísmica 3D ha sido ser procesados como volúmenes de offsets 

parciales para aprovechar información AVO (Amplitude Vs Offset), sin embargo, existen 

discrepancias en cómo estos volúmenes son calibrados e invertidos. Las amplitudes de apilados de 

offsets cercanos, o intercepto se relacionan a cambios en impedancia acústica y pueden ser 

amarrados a registros de pozo usando sintéticos basados en impedancia acústica o invertidos, en 

cierto grado, de manera reversa a impedancia acústica usando algoritmos de inversión post stack. 

Sin embargo, no se habían reconocido procesos análogos simples para offsets lejanos (Connolly, 

1999). 

En este sentido se pretende obtener registros sísmicos (gathers) apilados en función del ángulo 

y no en función del offset, debido a que tal como lo expresa Connolly en 1999, La Impedancia 

elástica es una función de la velocidad de onda P, la velocidad de onda S, la densidad y el ángulo 

de incidencia.  

Función de impedancia elástica (EI), 

 
 

(2.1) 

Donde K es una constante, usualmente definida como el valor promedio de (Vs/Vp)2. 

Whitcombe en el 2002 identifica una característica indeseable de la función (EI) y es el hecho 

de que su dimensionalidad varía con el ángulo de incidencia � , arrojando valores que cambian 

significativamente con � . En consecuencia, modifica la ecuación mediante la introducción de 

referencias constantes de Vp� (�� ), Vs� (�� ) y �� , las cuales reducen la dimensionalidad variable de 
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la ecuación de EI (2.1) y proveen una función (2.2) la cual devuelve valores de impedancia 

normalizados para todos los ángulos � .  

Función de impedancia elástica (EI) modificada por Whitcombe en el 2002: 

 

 

(2.2) 

Donde los exponentes a, b, y c corresponden en el mismo orden a los de la función EI (2.1). 

Es importante aclarar que esta modificación permite la comparación directa entre valores de 

impedancia elástica a través de un rango de ángulos en una manera que no estaba disponible con 

la anterior formulación. La modificación no mejora ni empeora la exactitud de la reflectividad que 

deriva de la previa ecuación de impedancia elástica (Whitcombe, 2002). 

 

2.2 Análisis de impedancia elástica extendida 

Con base en la aproximación que encuentra Dong en 1996 a partir de las ecuaciones linealizadas 

de Zoeppritz se establecen distintas relaciones entre los parámetros AVO; A (Intercepto), B 

(gradiente) y C (curvatura) y los modulos; �  (de Bulk), µ (de cizalla) y �  (densidad), una de estas 

describe la relación de cambio a través de la interface para el módulo Bulk (	� ) (Whitcombe, 

2000). 

Aproximación a partir de las ecuaciones linealizadas de Zoeppritz: 

 
 

(2.3) 

Donde A (intercepto), B (Gradiente) y C (Curvatura) corresponden a los parámetros AVO 

(Dong, 1996. En Whitcombe, 2000). 
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Con el trabajo de Shuey (1985) en que define una relación entre los parámetros AVO (A) y (C) 

como C/A: f, en donde f: 0.8 describe las rocas que se ajustan a las relaciones de Gardner (1974), 

es posible determinar la reflectividad asociada al módulo de Bulk (R� ).  

Reflectividad asociada al módulo de Bulk (R� ): 

 
 

(2.4) 

Donde se consideran típicos valores f: 0.8 y K: 0.25: (Vs/Vp)2. (Whitcombe, 2000). 

El primer término entre paréntesis de la ecuación (2.4) puede ser considerado en la forma de 

una ecuación AVO de primer orden, de la siguiente manera (Whitcombe, 2000). 

Ecuación AVO de primer orden: 

  
(2.5) 

Y de esta manera, función ��� � � 
 : 

 
 

(2.6) 

Para un valor de f: 0.8 en la ecuación (2.6) se obtiene ��� � � 
 : 0.22, o lo que es equivalente a 

� 
 : 28°. El valor de reflectividad asociada al módulo de Bulk (R� ) es en consecuencia proporcional 

al coeficiente de reflectividad asociado al ángulo de 28 grados R (28°). Es importante resaltar que 

f: 0.0 y f: 1 (rango tendencia para f de acuerdo con Shuey (1985)) resultan en un rango de valores 

��� � � 
 �entre 0.33 y 0.20 (equivalentes a � 
  de 35° y 26° respectivamente) (Whitcombe, 2000). 

El segundo término entre paréntesis de la ecuación (2.4) puede ser considerado un factor de 

escala. Si K y f son constantes sobre el intervalo de interés, este término será constante. Para los 

valores típicos f: 0.8 y K: 0.25 este término resulta en 2.3. (Whitcombe, 2000). 
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Por consiguiente, la reflectividad asociada al registro del módulo de Bulk (� ) puede ser 

considerada como una proyección AVO escalada. (Whitcombe. 2000). 

Similares tratamientos han sido desarrollados para determinar la reflectividad asociada a la 

constante de Lame (R
 ) y la correspondiente al módulo de Cizalla (Rµ), en el caso de la constante 

de Lame resultando en un coeficiente de reflectividad asociado a �
 : 37°. Sin embargo, para el 

módulo de cizalla el cálculo resulta en. 

 Función ��� � � �  (Whitcombe, 2000). 

 
 

(2.7) 

Para un valor de f: 0.8 el ��� � � � : -1.25, en este caso no hay una solución real para � µ.  

Aunque es posible combinar A y B juntos con cualquier peso escogido. La linealización AVO 

para dos términos define una línea recta para la relación entre reflectividad y ��� � � . Esta línea se 

puede extender infinitamente en cualquier dirección como se indica en la Figura 2.1, sin embargo, 

solo se aproxima a la realidad física entre cero y alrededor de 30° y tiene un valor de ángulo 

equivalente a valores de ��� � �  entre 0 y 1. Para valores de ��� � �  menores que cero o mayores que 

1, no existe un ángulo real equivalente. Pero es posible medir A y B de datos reales entre cero y 

30° y por lo tanto construir reflectividad por extrapolación para cualquier valor de ��� � �  que se 

escoja (Whitcombe, 2000). 
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Figura 2.1. Observaciones de amplitud preapilado se ajustan a la linealizacion AVO de dos términos. El modelo 

linear puede ser extrapolado más allá del rango de datos medido y más allá del rango sobre el cual ��� � �  es físicamente 

definible (Whitcombe, 2000). 

 

Con base en las anteriores consideraciones y el propósito de expresar las ecuaciones de 

reflectividad en términos de las correspondientes relaciones de impedancia, Whitcombe et al. en 

el 2002 modifican la definición de impedancia elástica (EI) más allá del rango de ángulos 

físicamente significativos mediante la sustitución de ���	�  por ��� � �  en la ecuación de 

reflectividad de dos términos. La principal variable empieza a ser 	  en vez de � . De esta manera 

se permite que 	  varíe entre -90° y + 90°, lo cual da una extensión de la impedancia elástica para 

cualquier combinación de intercepto y gradiente, se refiere a esta forma de impedancia elástica 

como impedancia elástica extendida.  

Función de impedancia elástica extendida (EEI): 

 

 

 

(2.8) 
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De esta manera el trabajo hecho por Whitcombe et al. (2000), integra las formulaciones previas 

en el dominio de la reflectividad con los conceptos de impedancia elástica y permite a la 

impedancia elástica ser extendida para identificar tanto fluidos como litología. 

 

2.3 Inteligencia Artificial, Machine Learning y Deep Learning 

La inteligencia artificial (IA) es, a grandes rasgos, una subdisciplina de las ciencias de la 

computación que tiene como objetivo dar con algoritmos que repliquen procesos ‘inteligentes’. 

Naturalmente, esta definición que apela al concepto de inteligencia aborda un gran número de 

algoritmos, que pueden ir desde hacer una simple operación matemática hasta aspectos 

computacionales complejos como la predicción de un valor que depende de una gran cantidad de 

factores. (Russell, 2002). 

Dentro del amplio espectro que implica la IA encontramos una rama comúnmente denominada 

como Machine Learning (ML), llamada en español como aprendizaje automático o aprendizaje de 

máquina. El ML, como su nombre sugiere, está enfocado en dar con algoritmos capaces de 

‘aprender’. Este aprendizaje se refiere a, teniendo un modelo o algoritmo de aprendizaje, 

suministrarle a este un conjunto de datos para que de ellos se puedan encontrar patrones y a partir 

de estos últimos realizar predicciones, pero el aprendizaje también implica que los parámetros que 

gobiernan el modelo de aprendizaje se optimizan en la medida que los datos son analizados por el 

propio modelo. (Alpaydin, 2014). 

De manera más detallada, El ML está enfocado a la construcción de algoritmos, con base en 

una colección de ejemplos sobre un fenómeno. Tiene como ejercicio encontrar una fórmula 

matemática, la cual, cuando se aplica a un conjunto de datos de entrada arroja datos de salida que 
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se buscaban encontrar. Este algorítmico matemático también puede generar nuevos datos de 

entrada, distintos de los datos de entrenamiento, con la salvedad de que estos datos de entrada 

presenten una distribución estadística igual o similar con la cual fue entrenado el algoritmo 

(Burkov, 2019). 

Por su parte, una rama particular del ML, llamada Deep Learning (DL) o Aprendizaje Profundo, 

utiliza como herramienta para el aprendizaje modelos inspirados por la funcionalidad de las 

neuronas de nuestro cerebro conocidos bajo el nombre de Redes Neuronales Artificiales (ANN). 

Contrario a otros modelos de aprendizaje, las ANN tienen la capacidad de manejar amplios 

volúmenes de datos y pueden encontrar y aplicar patrones más complejos en la medida que la red 

se vuelve más compleja también. Estas múltiples capas de complejidad son las que le dan el 

nombre a esta rama. (Deng, 2014). 

Debido a esta ‘profundidad’ de aprendizaje las ANN se han convertido en una herramienta 

óptima para elucubrar relaciones que no podrían ser encontradas por algoritmos más simples de 

ML debido a que las ANN pueden procesar datos de entrada ‘crudos’ mientras que, regularmente, 

otros modelos de aprendizaje deben ser entrenados con datos de entrada previamente procesados 

para obtener así mejores resultados. (Deng, 2014). 

2.3.1 Caracterización de yacimientos a partir de Machine Learning 

Debido al incremento en la capacidad de procesamiento por las computadoras y el aumento en 

la cantidad y calidad de los datos geológicos y geofísicos el uso de la IA y el ML para la resolución 

de problemas relativos a las geociencias ha crecido sustancialmente en los últimos años. (Xu, 

2019). Este fenómeno es especialmente notable en la industria de los hidrocarburos en donde la 

caracterización de yacimientos se ha visto permeada por la aplicación de técnicas de ML para la 
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realización de múltiples tareas como la predicción de la recuperación final estimada a partir de 

datos geológicos (Crnkovic-Friis and Erlandson, 2015, como se citó en Xu, 2019), clasificación 

de facies (Sidahmed et al., 2017, como se citó en Xu, 2019), interpretación automática de registros 

(Wu et al., 2018 como se citó en Xu, 2019) entre muchas otras labores como la interpretación de 

datos sísmicos y la integración de estos con registros de pozo (Xu, 2019). 

Dada la gran cantidad de problemas, y soluciones, que el ML puede resolver y manejar, se ha 

clasificado el aprendizaje de los algoritmos en 4 categorías; supervisado, semi-supervisado, no 

supervisado y de refuerzo. Los modelos de aprendizaje supervisado y no supervisado son los más 

relevantes y ampliamente difundidos siendo el aprendizaje supervisado aquel que se aplicó en la 

presente investigación pues es el ideal para predecir valores a partir de información que represente 

las relaciones entre diferentes factores, unos que alimentan el modelo y otros que se quieren hallar. 

(Burkov, 2019) (Duc, 2019). 

 

Figura 2.2. Clasificación de los algoritmos de machine learning más comunes (Duc, 2019). 
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En cuanto al aprendizaje no supervisado, es el tipo de aprendizaje que consigue dar un resultado 

o encontrar un patrón únicamente analizando datos de entrada, sin tener que suministrar al 

algoritmo datos que representen el resultado que se espera obtener. El objetivo del aprendizaje no 

supervisado es realizar agrupaciones de los datos de entrada en función de sus propiedades y 

relaciones, a ese proceso se le conoce como clustering. (Hinton, 1999). 

El aprendizaje supervisado  

Por otro lado, y en términos generales el aprendizaje supervisado es un tipo de aprendizaje que 

se basa en descubrir las relaciones existentes entre variables de entrada y salida, dicho de otra 

forma, entrenar a los algoritmos con un resultado que se espera obtener a partir de un determinado 

valor. Si el algoritmo es correctamente entrenado con suficientes datos, eventualmente podrá 

predecir los datos de salida con solo suministrarle los datos de entrada. (Mohri, 2018). 

De manera más detallada, la tarea de un algoritmo enfocado al aprendizaje supervisado consiste 

en, dado un conjunto de valores de entrenamiento constituido por datos de entrada (X) y salida (Y) 

pareados, por ejemplo, (X11, X12, X1…), (X21, X22, X2…), (Y1, Y2, Y…), donde cada valor de salida 

fue generado por una función desconocida, encontrar la función que más se aproxime (h) a la 

función desconocida verdadera. (Russell, 2002) (Duc, 2019).  

La función h se suele denominar como hipótesis. El aprendizaje sucede cuando el algoritmo 

busca en el espacio de posibles hipótesis por aquella que presente mejor desempeño, especialmente 

con datos que no se encuentren originalmente en el set de entrenamiento. Para medir el desempeño 

de una hipótesis se proporciona al modelo de aprendizaje un conjunto de validación que dista del 

conjunto de entrenamiento. Se dice que una hipótesis “generaliza” correctamente si predice 

apropiadamente los valores de salida, Y, que pertenecen a nuevos casos. (Russell, 2002)  
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Además, cabe anotar que cuando los datos de salida corresponden a un conjunto finito de datos, 

generalmente no numéricos, el problema de aprendizaje adquiere el nombre de clasificación, como 

por ejemplo determinar el tipo de litología de una columna estratigráfica, y esta clasificación se 

denomina booleana o binaria si solo hay dos valores. Por otro lado, cuando se trata de predecir 

valores numéricos continuos (como es el caso del presente trabajo) el problema se denomina 

regresión. (Russell, 2002) (Muller & Guido, 2016).  

Overfitting y Underfitting 

Tal como se explicó previamente, se dice que un modelo de aprendizaje ‘generalizó’ 

correctamente puesto que habiendo sido entrenado con los datos de entrenamiento es capaz de 

predecir apropiadamente los datos de salida del conjunto de datos de validación.  

Bajo ese orden de ideas, una mejor generalización será aquella donde la complejidad de la 

función hipótesis (h) se asemeje a la complejidad propia de la función desconocida que relaciona 

los datos de entrada y salida. (Alpaydin, 2014). 

Si h es menos compleja que la función real, se entiende que ocurre el fenómeno de 

‘underfitting’. Por ejemplo, cuando forzamos a encajar una línea recta dentro de una muestra de 

datos producidos por una función polinomial de tercer orden. En estos casos, a medida que 

aumentamos la complejidad de h, el error que relaciona los valores predichos con los valores reales 

decrece. (Alpaydin, 2014). 

Por otro lado, si h es demasiado compleja, donde los datos no son suficientes para acotarla, se 

sufre el fenómeno contrario conocido como ‘overfitting’, o sobre entrenamiento. Si los datos de 

entrada presentan datos anómalos afectados por ruido externo entonces el sobre entrenamiento 

tendera no solo a generalizar los datos sino también a ajustar el modelo de aprendizaje al ruido 

presente en la muestra. Por ejemplo, cuando se usa un polinomio de orden seis a encajar dentro de 
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unos datos producidos por una función polinomial de orden tres con valores anómalos producidos 

por ruido presentes en la propia muestra. (Alpaydin, 2014). En la mayoría de los casos el 

overfitting se puede visualizar al comparar el error en la predicción entre los datos predichos y los 

datos reales correspondientes a los conjuntos de entrenamiento y validación donde el error será 

considerablemente mayor en este último conjunto tal como se muestra en la figura 2. 

 

Figura 2.3. Visualización de 'overfitting' al comparar el error entre los datos de entrenamiento y los datos de 

validación. (Ejemplo en Hampson Russell system versión 10.5). 

El sobre entrenamiento solo puede ser intuido al proporcionar el modelo de aprendizaje el 

conjunto de datos de validación, puesto que en este punto se observa si la función hipótesis no es 

capaz de predecir correctamente nuevos datos de salida a partir de datos de entrada que nunca ha 

procesado. En ese sentido, los datos con los que se cuentan deben ser divididos en datos de 

entrenamientos y datos de validación de tal forma que las se mantengan las mismas relaciones en 

ambos grupos. 

Una técnica común para lidiar con el sobre entrenamiento y dividir apropiadamente los datos 

es la validación cruzada. La validación cruzada consiste en, dado un conjunto de datos, dividirlo 

en partes iguales (n), de tal forma que los datos de entrenamiento corresponden a todos los 



	��

�

Cálculo de Volúmenes de Parámetros Elásticos por medio de IEE y Deep Learning para Caracterizar Yacimientos 

subconjuntos menos uno de estos (n-1) y los datos de validación serán el subconjunto restante (n 

– (n-1)). Posteriormente se entrenan diferentes modelos de aprendizaje que implican diferentes 

grados de complejidad y se evalúa su error en el conjunto de validación dejado por fuera durante 

el entrenamiento. Este proceso se repite evaluando consecutivamente de tal forma que en cada 

ocasión el conjunto de validación corresponde a un subconjunto diferente, por lo que al final se 

habrán ejecutado (n) iteraciones computando su error. (Alpaydin, 2014) 

En la medida que la complejidad del modelo aumenta, el error con respecto a los datos de salida 

del conjunto de entrenamiento decrece. Sin embargo, este error evaluado en los datos de salida del 

conjunto de validación solo decrece hasta un cierto punto de complejidad a partir del cual comienza 

a crecer nuevamente, en caso de estar tratando con ruido en los datos, o en su defecto decrece de 

manera poco significativa. Este punto de complejidad corresponde al nivel óptimo de complejidad 

del algoritmo de aprendizaje entendiendo así que el modelo no se ve perjudicado por overfitting o 

underfitting. (Alpaydin, 2014) 

2.3.2 Redes Neuronales 

Tal como ya fue expuesto, las ANN son algoritmos complejos que están en la capacidad de 

manejar grandes volúmenes de datos que no han sufrido procesamiento previo al análisis de la red 

neuronal.  

La parte fundamental de una red neuronal, entendida como unidad básica de procesamiento, se 

denomina neurona o nodo. Las neuronas tienen conexiones de entrada a través de las cuales reciben 

estímulos externos, los datos de entrada. Con estos valores la neurona realiza un cálculo interno y 

arroja un valor de salida. Por lo que en principio una neurona se trata de una función matemática. 

(Wang, 2003) (Russell, 2002) 
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Internamente las neuronas utilizan todos los valores de entrada para realizar aritmética 

ponderada, esta ponderación obedece al peso que se le asigna a cada una de las conexiones de 

entrada. Es decir, cada conexión que llega a la neurona tiene asociada un valor que sirve para 

determinar que tanto afecta un parámetro de entrada al valor de salida esperado. Precisamente 

estos factores ‘peso’ son los parámetros del modelo interno de la neurona y son aquellos 

susceptibles de ser variados y optimizados dando lugar al aprendizaje. (Wang, 2003) (Russell, 

2002) 

En principio, una neurona actúa como un modelo de regresión lineal, sin embargo, la diferencia 

reside en un componente adicional que actúa en el procesamiento de la neurona conocido como la 

función de activación. Precisamente porque hay problemas de clasificación donde no es posible 

hacer separaciones exclusivamente lineales entre las categorías o problemas de regresión donde 

una regresión lineal no generaliza apropiadamente los datos, la función de activación en las 

neuronas permite ‘flexibilizar’ la ecuación interna para que esta no sea solo de utilidad para la 

resolución de problemas lineales y adicionalmente permite la conexión entre neuronas lo que dará 

lugar a la red neuronal. (Wang, 2003) (Russell, 2002) 

Cuando las neuronas se asociación de forma secuencial, siendo esto, que el valor arrojado por 

una neurona sean los datos para procesar por otra, se consigue que la red de neuronas produzca 

conocimiento jerarquizado. El conocimiento jerarquizado permite dar con predicciones más 

complejas. (Wang, 2003) (Russell, 2002) 

Debido a que lo que se busca es ‘unir’ secuencialmente neuronas la función de activación es de 

vital importancia para que se produzca el conocimiento jerarquizado puesto que sin esta función 

solo se lograría concatenar resoluciones que corresponden a regresiones lineales, lo que tiene como 

único resultado otra regresión lineal. Dicho de otra forma, la función de activación para cada 
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neurona permite que la neurona manipule de manera no lineal los datos de entrada a fin de predecir 

con mejor desempeño los datos de salida. (Russell, 2002) (Wang, 2003) 

Las neuronas que reciben la misma información de entrada de cuyos cálculos proceden a ser 

analizados por otro conjunto de neuronas se encuentran en la misma capa. Aunque hay redes 

neuronales de una sola capa, es decir, donde los datos de entrada son procesados por un conjunto 

de neuronas cuyo análisis producido son los datos de salida, la mayoría de las redes neuronales 

cuentan con más de una capa puesto que se busca hacer uso de la capacidad de análisis de patrones 

de las diferentes configuraciones de capas de una red neuronal. Por notación, las capas donde se 

encuentran los datos de entrada se denominan capas de entrada, las capas donde se hayan los datos 

de salida se denominan capas de salida y a las capas intermedias se les llama capas ocultas. 

Adicionalmente, en su explicación más sencilla, el aprendizaje profundo ocurre cuando se ataca 

un problema donde interviene una red con al menos 3 capas de neuronas. (Wang, 2003) (Russell, 

2002). 

 

Figura 2.4. Configuración típica de una red neuronal. (Wang, 2003). 
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Debido a la posibilidad de usar múltiples capas con múltiples neuronas, las redes neuronales suelen 

sufrir de overfitting razón por la cual estos modelos de aprendizaje deben hacer uso de técnicas 

para reducir el sobre entrenamiento como la validación cruzada (Hampson Russell help system 

versión 10.5). 

De manera más precisa, Una red neuronal (ANN), es una función matemática y = f ANN (x), 

observando que la función fANN tiene una forma particular: esta es una función anidada. Es decir, 

es una función que está definida dentro de otra función en donde el anidamiento es teóricamente 

posible hasta una profundidad ilimitada. Este anidamiento corresponde a las capas de la red 

neuronal. Por ejemplo, una red neuronal de 3 capas que retorna un escalar, luce de la siguiente 

forma (Burkov, 2019). 

 
 

(2.9) 

Donde los datos de salida, hi, de la neurona i presente en una capa oculta es: 

 
 

(2.10) 

Donde � () es la función de activación, N el número de neuronas, Vij  los pesos, Xj los datos de 

entrada y Thid
i es un factor adicional conocido como sesgo (Wang, 2003).  

La mayor fortaleza de las ANN en el campo de las geociencias es la habilidad para determinar 

relaciones no lineales entre propiedades sísmicas y propiedades de registros de pozo, estas 

relaciones pueden ser usadas luego para extrapolar propiedades del registro de pozo en cada lugar 

del volumen sísmico (Mercado et al., 2006). 
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Para la presente investigación se optó por hacer uso de dos tipos ANN; red neuronal 

probabilística (PNN) y red neuronal prealimentada profunda (DFNN) siendo ambas dos clases 

dentro de las llamadas redes neuronales prealimentadas (FNN). 

Redes neuronales prealimentadas (FNN):  

En términos generales una red neuronal prealimentada es aquella donde sus conexiones solo 

ocurren en una sola dirección, esto quiere decir que sus conexiones no forman un ciclo. Cada 

neurona recibe información de la capa de neuronas inmediatamente anterior y entrega información 

a las neuronas que conforman la capa inmediatamente posterior. Se entiende que una red 

prealimentada representa una función de los datos de entrada actuales; por lo tanto, no tiene otra 

configuración interna que varié diferente a los propios pesos. (Russell, 2002). 

Redes Neuronales probabilísticas (PNN)): 

Las redes neuronales probabilísticas son un grupo de redes neuronales artificiales construidas 

utilizando el enfoque de Parzen para diseñar una familia de estimadores de funciones de densidad 

de probabilidad que se acercarían asintóticamente al óptimo de Bayes minimizando el "riesgo 

esperado". En una PNN, no hay necesidad de cálculos de entrenamiento de retropropagación 

masivos. En cambio, cada patrón de datos se representa con una unidad que mide la similitud de 

los patrones de entrada con el patrón de datos. (Mohebali, 2020). 

El PNN realmente cubre dos métodos, la red neuronal probabilística, usada para la opción de 

clasificación en Emerge (Hampson and Russel software) y la red neuronal de regresión 

generalizada (GRNN: Generalized Regression Neural Net) que es usada para regresión o mapeo 

(en el sentido matemático, no geológico), siendo la regresión el tipo de problema tratado en este 

informe. (Hampson Russell help system versión 10.5). 
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Redes neuronales prealimentadas profundas (DFNN):  

Las redes prealimentadas profundas, también conocidas como perceptrones multicapa, son 

redes prealimentadas que cumplen con tener múltiples capas ocultas dentro de su estructura 

interna. 

Tal como ya se expuso, en su versión más simple una red neuronal es incapaz de solucionar 

problemas no lineales. Esta limitación no aplica para redes prealimentadas que cuenten con capas 

intermedias u ocultas que se ubiquen entre las capas de entrada y salida. Si se trata de resolver un 

problema de clasificación las redes multicapa pueden discriminar de manera no lineal en sus 

implementaciones, y si son usadas para regresión, las redes multicapa se aproximan a funciones 

desconocidas de carácter no lineal que producen los datos de salida. (Alpaydin, 2014) 

En otras palabras, el resultado de una red neuronal multicapa es una combinación lineal o no 

lineal de los valores de la función de carácter no lineal calculado por las neuronas ocultas. Esto 

también se puede expresar como que las capas ocultas realizan una transformación no lineal del 

espacio de entrado a un espacio de diferentes dimensiones abarcado por las neuronas ocultas, y es 

en este espacio donde la subsecuente capa de salida implementa la función lineal o no lineal que 

produce el valor a predecir. (Alpaydin, 2014) 

En principio no hay porque limitarse a tener una sola capa oculta, y se pueden agregar más 

capas a la red con conexiones que cuenten con sus pesos respectivos con respecto a los datos de 

salida de la primera capa oculta de tal forma que se calculan funciones no lineales de la primera 

capa y en consecuencia se implementan funciones más complejas que se ajusten a los datos de 

entrada. (Alpaydin, 2014) 

El uso de varias capas ocultas le brinda profundidad a la red neuronal de tal forma que esta 

adquiere el nombre de red profunda En concreto, esto sucede cuando se implementa un algoritmo 
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conocido como ‘backpropagation’, o propagación de errores hacia atrás, a raíz de la implantación 

de varias capas. El algoritmo backpropagation hace uso del descenso del gradiente para calcular 

como el error disminuye en función del cambio de los pesos asignados a las conexiones entre 

neuronas, pero este error se evalúa desde las capas posteriores hasta las anteriores puesto que el 

error originado por una neurona se encuentra en función del error de la capa de neuronas que le 

siguen. (Alpaydin, 2014) (HampsonRussell help system versión 10.5). 

Hay que tener en cuenta que las redes DFNN no pueden utilizar el enfoque de validación 

cruzada ilustrado con anterioridad. En su lugar, se selecciona un subconjunto de los datos de 

entrenamiento para su eliminación mediante un algoritmo de números aleatorios. La red se vuelve 

a entrenar en el conjunto de datos ahora reducido y se valida con el subconjunto eliminado con 

anterioridad. (HampsonRussell help system versión 10.5).  
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3 Datos de estudio y acondicionamiento 

Los datos de este estudio están compuestos por un cubo sísmico de 73 Km2 de área, incluye 

versiones pre stack y post stack en 345 inlines y 188 Xlines con una separación igual entre ellas 

de 110 pies. Adicionalmente existen 1317 pozos en el área entre los cuales se seleccionaron 25 

que alcanzan la profundidad del intervalo de interés y tienen los registros necesarios para este 

estudio. 

 

3.1 Información sísmica 

3.1.1 Adquisición (EXCEL 2001) 

El cubo Teapot Dome 3D fue adquirido para Rocky Mountain Oil Testing Center en el año 

2001. Tabla 3-1.  El proyecto incluyó procesamiento post stack cubriendo aproximadamente 72 

Km2.  

 

Tabla 3.1. Parámetros de adquisición Teapot Dome-3D. (EXCEL, 2001). 
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3.1.2 Secuencia de procesamiento (EXCEL 2001) 

 

Tabla 3.2. Parámetros de procesamiento Teapot Dome-3D. (EXCEL, 2001). 

3.1.3 Reprocesamiento (Romero 2018) 

Esta secuencia de proceso consistió en el reprocesamiento desde datos de campo, resaltando la 

preservación de amplitudes y la migración pre apilado en tiempo Kirchoff (PSTM), en su totalidad 

incluyó los siguientes pasos: 
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Figura 3.1. Parámetros de reprocesamiento (PSTM) del volumen Teapot Dome-3D. (Romero, 2018). 

 

A continuación, se presenta la sísmica producto del reprocesamiento por Romero 2018 (Figura 

3.2). 

 

Figura 3.2. Gathers migrados producto del reprocesamiento por Romero 2018 y su correspondiente stack. 
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3.1.4 Acondicionamiento de gathers (Este estudio) 

Como dato de entrada se tuvieron en cuenta los gathers en el dominio del CDP (Figura 3.3/A) 

producto del reprocesamiento de Romero 2018. Sobre estos datos se realizó un acondicionamiento 

con el objetivo de mejorar la relación señal ruido y aplanar los eventos para optimizar la respuesta 

AVO. En general el proceso de acondicionamiento busca la disminución del ruido y el 

aplanamiento en los eventos, con el propósito de obtener una mejor imagen apilada y así mismo 

poder evaluar mejor el comportamiento AVO.  

El espectro de amplitud de los datos sísmicos usados para este proyecto se distribuye entre 0 y 

70 Hz de frecuencia, concentrando los mayores valores de amplitud alrededor de los 32 Hz 

(frecuencia dominante con la cual se estima una resolución promedio de 45 pies para la zona de 

interés), los valores de amplitud se hacen menores hacia frecuencias mínimas y máximas dentro 

del espectro asemejándose a una distribución normal, de tal manera que hacia las colas de la 

distribución se hace más difícil distinguir el ruido de la señal de interés. Con el propósito de 

mejorar la relación señal/ruido suprimimos los datos cercanos al extremo de las colas de la 

distribución aplicando un filtro pasabanda de las siguientes características: low cut 5 Hz – Low 

pass 10 Hz – High pass 50 Hz - High cut 60 Hz. De esta manera obtuvimos como resultado unas 

trazas sísmicas relativamente más limpias con respecto al volumen previo (Figura 3.3/B). 

Una herramienta adicional para mejorar la relación señal ruido es la técnica radón, esta se basa 

en la trasformación de la señal y su propósito es encontrar una representación nueva en donde sea 

posible diferenciar las partes deseadas y no deseadas de la misma señal (Jones, 2013). Parte de su 

potencial en el procesamiento de datos sísmicos es diferenciar y eliminar múltiples (energía 

sísmica que ha sido reflejada más de una vez. SEG Wiki, 2020), así como ruido no coherente o 
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aleatorio, uno de los métodos principales de la técnica radón consiste en convertir la información 

de gathers del dominio tiempo (t) – offset (x) al dominio intercepto en tiempo (� ) - lentitud (p: 

1/v), de esta manera se trazan múltiples líneas tangentes a una hipérbola (evento sísmico) en el 

dominio t-x y cada línea será representada como un punto en el dominio � –p de acuerdo a su 

intercepto con el eje del tiempo y  al inverso calculado de su velocidad.  

Para este trabajo aplicamos la técnica radón (Figura 3.3/C) sobre el producto sísmico posterior 

al filtro pasabanda, con el objetivo de minimizar el ruido aleatorio, una forma de garantizar la 

preservación de la señal fue la evaluación de la respuesta AVO antes y después de radón para 

verificar que la eliminación de ruido no estuviese afectando la señal, los parámetros que arrojaron 

el mejor resultado fueron: low delta-T -250 ms (estableciendo el límite para una parábola sobre 

corregida),  high delta-T 450 ms (estableciendo la máxima extensión en tiempo (moveout) del 

múltiple) y una relación deseada ruido/señal inferior a 0.1.  

Otra parte muy importante del acondicionamiento de gathers es el aplanamiento de los eventos, 

aunque en las etapas iniciales de procesamiento las correcciones estáticas son un proceso en el 

cual de manera determinística se compensa el efecto de las velocidades de superficie y los cambios 

topográficos con el fin de obtener una señal más uniforme la Tierra por lo general resulta más 

compleja y el conocimiento limitado de las velocidades impiden una corrección exacta de los 

eventos sísmicos (Russell. B., 1989). La desalineación residual (leve) de los eventos se puede 

corregir mediante un proceso automático de aplanamiento llamado trim statics (Figura 3.3/D), en 

este caso aplicamos esta corrección optimizando los parámetros hasta llegar a una longitud de 

ventana de 16 ms, un step de 1 entre 500 y 900 ms y un shift máximo permitido de 8 ms, obteniendo 

un resultado satisfactorio sin necesidad de afectar bruscamente los datos.  
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Hasta este punto del proceso de acondicionamiento los datos han sido tratados en el dominio 

del offset, sin embargo al contar con un modelo de velocidad producto del procesamiento, 

convertimos la información sísmica al dominio del ángulo, adicionalmente se generó un volumen 

super gather (Figura 3.3/E) que consistió en promediar la señal de los gathers aledaños y así 

contribuir a una señal más consistente donde efectos muy puntuales de ruido han sido 

minimizados, de esta manera fue factible precisar el rango de ángulos de buena calidad y remover 

con un proceso de mute la información de ángulos lejanos que contribuía principalmente a ruido. 

A partir de la visualización de los ángulos sobre el offset gather (Figura 3.3/F.) aplicamos un mute 

por encima de 32° con el objetivo de disminuir el nivel de ruido y optimizar la señal sísmica. Este 

producto (Figura 3.3/G) constituye el volumen de información definitivo para los posteriores 

análisis de este trabajo. La secuencia completa de acondicionamiento y una sección apilada de 

ejemplo se muestra en la Figura 3.3. 
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Figura 3.3. Secuencia de acondicionamiento de gathers (registros sísmicos) A, B, C, D, E, F, G y sección sísmica 

apilada H. 

3.2 Información de pozo y amarre con la sísmica 

Para el área se reportan 1317 pozos, entre los cuales se han seleccionado 25 de interés para este 

trabajo (Figura 3.4). 
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Figura 3.4. Pozos seleccionados para el proyecto, mapa estructural en TWT, unidad Second Wall Creek. 

 

El principal criterio de selección fue escoger entre los de mayor profundidad aquellos que 

tuvieran suficientes registros de pozo para un adecuado amarre sísmico. Figura 3-5. 
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Figura 3.5. Ejemplo de amarre sísmico para el pozo 41-AX-3. Coeficiente de correlación: 75 % (traza sintética en 

color azul). 
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4 Metodología e Implementación 

Evaluamos para cada pozo la correlación entre las curvas de IEE y cada una de las propiedades 

de roca de interés (gamma ray, porosidad, mu rho y lambda rho). Este ejercicio se realizó a partir 

de registros de pozo originales (gamma ray) y calculados a partir de estos (EEI, porosidad, mu rho 

y lambda rho).  

Seleccionamos entre 180 curvas de IEE (correspondientes al rango de ángulos  de -90° a 90°) 

la que mostró la mejor correlación con cada una de las propiedades de roca, la curva de IEE 

seleccionada en cada caso corresponde a un ángulo  especifico con el cual fue calculada, Como 

por ejemplo la IEE calculada para el ángulo : 32° en determinado pozo es la que logra la mejor 

correlación con el registro gamma ray. Este ejercicio fue desarrollado en cada uno de los pozos y 

para cada una de las propiedades de roca. 

Con el objetivo de encontrar un ángulo  único y representativo, graficamos el coeficiente de 

correlación en función del ángulo  para el conjunto de pozos, de esta manera se observa que para 

una misma propiedad de roca los ángulos de IEE de mejor correlación son los mismos o muy 

similares. Permitiendo utilizar un ángulo  promedio para cada propiedad de roca en el conjunto 

de pozos.  

Incorporando datos sísmicos 3D pre apilado, calculamos un volumen de intercepto y uno de 

gradiente mediante análisis AVO, a partir de estos dos volúmenes y utilizando como parámetro el 

ángulo  asociado a cada propiedad de roca, calculamos mediante la ecuación 4.1 los 

correspondientes volúmenes sintéticos de reflectividad asociada a cada ángulo .  

                                                     (4.1) 
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A partir de los volúmenes de reflectividad calculados, realizamos un proceso de inversión para 

pasar del dominio del coeficiente de reflexión (propio de cada ángulo ) al dominio de la IEE, para 

este proceso utilizamos las curvas de IEE calculadas en los pozos como el medio para generar 

trazas sintéticas de reflexión y así poder utilizar los pozos como puntos de control en el proceso 

de inversión, logrando un volumen completo en el dominio de la IEE, para cada ángulo  

analizado. 

Teniendo un volumen de IEE por cada propiedad de roca (de acuerdo con el ángulo   usado) 

proseguimos a aplicar sobre cada volumen la ecuación de correlación evaluada con los datos de 

pozo, de esta forma hallando la equivalencia de las unidades de IEE en las unidades propias de 

cada propiedad de roca. así obtenemos al final del análisis de IEE volúmenes de gamma ray, 

porosidad, mu rho y lambda rho.  

Adicionalmente, con el propósito de evaluar diferentes técnicas de predicción y solventar 

algunas de las restricciones del método de IEE, aplicamos de manera independiente tres algoritmos 

de inteligencia artificial, MLR, PNN y DFNN, cuyo objetivo fue modelar las mismas propiedades 

de roca (gamma ray, porosidad, mu rho y lambda rho) pero de una manera diferente.  

Usando la misma sísmica pre apilado, se derivaron volúmenes de Zp, Zs y Densidad por medio 

de una inversión AVO, esto se realizó con el objetivo de lograr un mayor número de volúmenes 

sobre los cuales calcular múltiples atributos de frecuencia y amplitud. El calcular sobre 4 

volúmenes de datos alrededor de 30 atributos, sobre los cuales a su vez se consideraron además 

versiones elevadas al cuadrado, invertidas o derivadas, resultó en alrededor de 300 atributos que 

fueron evaluados para ser utilizados en los algoritmos.  

Sobre estos atributos derivados de la sísmica y teniendo como objetivo las propiedades de roca 

(registros de pozo originales y calculados), se realizó por medio de los algoritmos de IA el 
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entrenamiento de los atributos para la predicción de propiedades de roca, con el fin de lograr 

obtener mediante este método volúmenes de estas. 

Al contar con los volúmenes resultado de cada una de las propiedades mediante los diferentes 

métodos (EEI, MLR, PNN y DFNN) validamos la calidad de la predicción sobre pozos ciegos (no 

utilizados en los procesos), comparamos y evaluamos los resultados con el fin de comprender el 

potencial de cada técnica en la caracterización de yacimientos.  

4.1 Aplicación de IEE 

La aplicación de la técnica de IEE permite evaluar y utilizar la correlación entre curvas de IEE 

(para ángulos Chi en un rango entre -90° y 90°) y diferentes propiedades conocidas en los pozos 

(gamma ray, porosidad, mu rho, lambda rho etc...), de esta manera es posible calcular la 

reflectividad correspondiente al ángulo Chi cuya IEE correlacione mejor con cada una de las 

propiedades y por medio del proceso de inversión post stack obtener volúmenes de IEE para 

posteriormente escalarlos y así obtener volúmenes de cada una de las propiedades de interés. 

4.1.1 Correlación entre curvas de IEE y propiedades de Roca 

El análisis de la correlación entre la impedancia elástica extendida y el registro gamma ray para 

cada uno de los 25 pozos seleccionados permitió establecer un ángulo Chi promedio igual a 32°, 

alrededor de este ángulo se presentan valores de correlación por encima de 60% llegando hasta 78 

% en el mejor de los casos para un grupo de 9 pozos, sin embargo, en los otros 16 pozos los valores 

de correlación son inferiores a 50% y su respectivo ángulo presenta una gran variabilidad (Figura 

4.1).  
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Figura 4.1. Correlación EEI – GR para 25 pozos (Window: 550-850 ms). 

 

A continuación, se presenta por separado el análisis para la selección de los 9 pozos. A partir 

del cual es posible determinar un rango de dispersión de 10 grados entre los pozos de mejor 

correlación (Figura 4.2). 
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Figura 4.2. Correlación EEI – GR para 9 pozos (Window: 550-850 ms). 

 

Con el objetivo de disminuir el rango de dispersión del ángulo y aumentar los valores de 

correlación se hace una selección de los intervalos de registro con mejor integridad a partir del 

registro caliper y se excluyen zonas de washout, logrando reducir el rango de dispersión a 4° y 

aumentando los valores de correlación hasta un máximo de 87%. A partir de este análisis se 

determina el ángulo Chi 36° como el de mejor ajuste teniendo en cuenta los mayores valores de 

correlación (61 % - 87%) y el menor rango de dispersión (4 grados) para los 9 pozos seleccionados 

(Figura 4.3). 
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Figura 4.3. Correlación EEI – GR para 9 pozos excluyendo intervalos con washout (Window: 550-850 ms). 

 

A continuación, se presenta los resultados de correlación entre curvas de IEE y las demás 

propiedades evaluadas en este estudio. Resaltando los ángulos Chi hallados y el coeficiente de 

correlación correspondiente (Figura 4.4). 
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Figura 4.4. Correlación entre las propiedades gamma ray, porosidad, lambda rho, mu rho, bulk modulus y shear 

modulus vs las curvas de IEE para 9 pozos seleccionados (Intervalo 550 – 850 ms). 
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4.1.2 Cálculo de IEE y análisis de gráficos de dispersión 

Al evaluar la correlación entre la IEE y las propiedades gamma ray, porosidad, lambda rho y 

mu rho se determinó cada ángulo de IEE que proveía la mayor correlación con cada una de estas 

y se calcularon nuevas curvas de IEE en cada uno de los pozos seleccionados. En la Figura 4.5 se 

muestra como ejemplo el resultado para el pozo 11-AX-11 de las curvas de IEE correspondientes 

a los ángulos Chi 36° (mayor correlación con GR), 19° (mayor correlación con porosidad y lambda 

rho) y -45° (mayor correlación con mu rho).  Es posible apreciar que, aunque las unidades y por 

ende las escalas de las curvas de IEE y las distintas propiedades asociadas son diferentes, como es 

el caso de la curva de gamma ray con la IEE36, la porosidad con la IEE19 y mu rho con la IEE-

45, estas se asemejan de manera importante constituyendo a la IEE como una herramienta 

predictiva de propiedades de roca. 

 

Figura 4.5. Registros base para el cálculo de IEE y resultados correspondientes a los ángulos Chi de 36°, 19° y -

45° en el pozo 11-AX-11. Nótese la semejanza entre los registros con encabezado del mismo color (amarillo, verde y 

azul) mostrando la correspondencia entre cada una de las curvas de IEE y la propiedad que mejor se les ajusta. 
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Luego de calcular los registros de IEE se elaboran gráficos de dispersión entre estos y las 

propiedades asociadas, por ejemplo, entre EEI 36 y el GR para conseguir la ecuación que relaciona 

ambos registros, así mismo se obtiene un coeficiente de correlación de esta relación, como ejemplo 

se muestran los gráficos de dispersión de los pozos 11-AX-11 y 48-X-28 para esta propiedad 

(Figura 4.6). 

 

Figura 4.6. Ejemplo del gráfico de dispersión entre GR e IEE de 36° para los pozos 11-AX-11 y 48X-28. Nótese 

las ecuaciones resultantes y los coeficientes de correlación. 

 

Los valores de correlación entre IEE y GR vistos individualmente por pozo son relativamente 

altos (alrededor del 73%), sin embargo, al comparar los gráficos de dispersión de cada uno de los 

pozos se puede ver que las ecuaciones de ajuste de la línea de correlación son ligeramente 

diferentes, haciendo que a medida que se incorporen más pozos en el gráfico de dispersión 

disminuya el coeficiente de correlación debido a la mayor dispersión del conjunto de datos. Sin 

embargo, es necesario incluir varios pozos con el objetivo de encontrar una relación más 

representativa del total del conjunto de datos disponibles en el área de trabajo, evitando 
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disminuciones drásticas del coeficiente de correlación mediante la adecuada selección y control 

de calidad de los pozos.    

Como ejemplo la correlación entre el gamma ray y la IEE36 usando la información de 4 pozos 

provee un coeficiente de correlación de 62% (Figura 4.7). Lo cual para 4 pozos resulta 

relativamente aceptable teniendo en cuenta que al evaluar individualmente cada pozo la 

correlación lograda es de alrededor del 73%.  

 

Figura 4.7. Gráfico de dispersión entre GR e IEE de 36° para 4 pozos seleccionados. 

 

A continuación, se presentan los resultados de los gráficos de dispersión entre las curvas de IEE 

calculadas para cada ángulo Chi y las correspondientes propiedades sobre los pozos seleccionados, 

junto con las ecuaciones resultantes y el coeficiente de correlación asociado (Figura 4.8). 
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Figura 4.8. Gráfico de dispersión entre propiedades y las curvas de IEE correspondientes. 

4.1.3 Análisis AVO y reflectividad a distintos ángulos Chi 

Análisis AVO 

La variación de la amplitud con el offset/ángulo permite generar dos volúmenes adicionales a 

partir de la señal sísmica pre stack, el intercepto y el gradiente, ambos representativos del 
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comportamiento de los módulos elásticos de la roca y por ende asociados de manera directa con la 

IEE. 

Se evaluó la respuesta AVO sobre el volumen sísmico pre-stack y se generaron volúmenes de 

intercepto y gradiente con el objetivo de calcular volúmenes sísmicos de reflectividad para cada 

uno de los ángulos Chi de interés, se utilizaron los gathers acondicionados previamente para hacer 

el cálculo de AVO (two term Aki-Richards) y de este modo obtener un volumen de gradiente y 

otro de intercepto (Figura 4.9). 

En la Figura 4.9/A se observa el producto de multiplicar el intercepto por el gradiente, en donde 

los tonos rojos corresponden a los valores positivos, es así que al tope de la unidad de interés, tal 

como se observa en las Figura 4.9/B y Figura 4.9/C se observa una respuesta de intercepto negativa 

y un gradiente también negativo, indicando una anomalía AVO tipo III asociada por lo general a 

la presencia de hidrocarburos. Tanto el reflector rojo al tope como el otro reflector rojo justo por 

debajo en el volumen A*B (Figura 4.9/A) corresponden al tope y la base de la unidad de interés y 

presentan una amplitud que resalta debido a sus altos valores de intercepto (Figura 4.9/B) y 

gradiente (Figura 4.9/C), negativos al tope y positivos a la base tanto en intercepto como en 

gradiente. 

Es de destacar que tanto en el volumen A*B (intercepto * gradiente) como en el volumen B 

(gradiente) destacan como anomalías el tope y la base de la unidad de interés, es decir, en general 

los valores tanto de intercepto como de gradiente resultan elevados en comparación con las rocas 

adyacentes (Figura 4.9).  
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Figura 4.9. Resultado del análisis AVO. Nótese la unidad de interés y la respuesta AVO asociada (Tipo III: valores 

negativos altos en intercepto y gradiente) principalmente hacia el tope de la estructura. 

 

Reflectividad EEI 

A partir de los volúmenes de intercepto y gradiente se calculó la reflectividad correspondiente 

a los ángulos Chi 36°, 19° y -45° tal como fueron escogidos de acuerdo con la mejor correlación 

con cada una de las propiedades, gamma ray (IEE36), porosidad (EEI19), lambda rho (EEI19) y 

mu rho (EEI-45) (Figura 4.10). 

En el volumen A*B (Intercepto * Gradiente) se destaca el tope de la unidad de interés con 

valores altos positivos debido a la coincidencia de un intercepto negativo alto con un gradiente 

negativo alto, características típicas de la anomalía AVO tipo III, al comparar las  reflectividades 

calculadas para los tres ángulos Chi se observa el tope de la unidad de interés coincidiendo con un 

reflector de amplitud negativa para los ángulos 36° y 19°, de forma contraria el mismo tope 

corresponde a un reflector positivo para el ángulo de -45°. Estas características dependerán de los 

valores de intercepto y gradiente en cada punto (Figura 4.10).    
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Figura 4.10. Resultado del análisis AVO y volúmenes de reflectividad correspondientes a los ángulos Chi 36°, 

19° y -45°. 

4.1.4 Inversión para IEE 

Aplicamos el proceso de inversión (tipo post apilado) para obtener volúmenes de IEE. Como 

paso inicial usamos las curvas de IEE calculadas a partir de los registros de pozo y junto con los 

horizontes interpretados creamos un modelo inicial (modelo de baja frecuencia) que representa los 

cambios de mayor escala en el subsuelo. Posteriormente se incorpora la señal sísmica mediante 

una ondícula extraída y se realiza el proceso de inversión sobre los volúmenes sísmicos de 
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reflectividades (36° Chi, 19° Chi y -45° Chi), obteniendo mediante este flujo de trabajo volúmenes 

de IEE de mayor resolución a través de todo el espacio y no únicamente en las ubicaciones de los 

pozos (Figura 4.11). 

 

 

Figura 4.11. Flujo de trabajo de la inversión post apilado para IEE. 

 

El modelo inicial o de baja frecuencia lo generamos con base en los registros de Onda-P (ft/s), 

Onda-S (ft/s), Densidad (g/cc) e IEE ((ft/s)*(g/cc)) sobre el grupo de pozos seleccionados, cabe 

aclarar que el modelo inicial es el producto de la interpolación de los registros de pozo  guiado por 

los horizontes disponibles, sin involucrar los datos sísmicos, esto debido a que la inversión aún no 

se ha realizado en este punto. Como ejemplo en la Figura 4.12/A es posible apreciar la semejanza 

entre el registro de pozo (de alta frecuencia) y el modelo (de baja frecuencia).  

Posteriormente extrajimos una ondícula estadística de cada uno de los volúmenes de 

reflectividad dentro de la ventana de interés, esta ondícula representa el carácter de la señal sísmica 
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y es fundamental en la construcción del sismograma sintético que garantiza la correspondencia 

tiempo-profundidad entre la información sísmica y el pozo. 

La inversión sísmica la realizamos sobre los volúmenes de reflectividad usando sus 

correspondientes ondículas y modelos iniciales. En la Figura 4.12 se observa la correspondencia 

lograda entre el registro de IEE invertido y el original, así como las trazas derivadas del 

sismograma sintético y las trazas reales junto con el error asociado que en este caso es 

relativamente bajo (0.17). 

 

Figura 4.12. Ejemplo de inversión sísmica en cercanía del pozo 48X-28, registro negro: EEI modelo inicial, 

Registro azul: EEI calculada a partir de registros de pozo. Registro rojo: EEI invertida a partir del volumen de 

reflectividad (traza negra). 

A continuación, se muestran los resultados de inversión de IEE para cada uno de los ángulos 

Chi, en donde se aprecia tanto el modelo inicial como la inversión, en la cual se logra un buen 
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ajuste en magnitud entre los registros de IEE en el pozo y los volúmenes invertidos, con una 

frecuencia similar a la de la sísmica (predominantemente 33 Hz, otorgando una resolución 

aproximada de 45 pies). (Figura 4.13). 

Es de destacar que los valores de IEE para la unidad de interés corresponden a magnitudes 

relativamente bajas para los ángulos 36° y 19 °, mientras que para los -45° corresponde a 

magnitudes altas, esta característica es el resultado de que la reflectividad también sea del signo 

contrario para el ángulo de -45° con respecto a los otros dos ángulos, tal como se observa en la 

(Figura 4.10) 

 



�

�

Metodología e Implementación 

 

Figura 4.13. Inversión sísmica IEE36 (GR), IEE19 (Porosidad), IEE19 (Lambda-Rho) e IEE -45 (Mu Rho), nótese 

la escala de color de los valores de IEE y su adecuada correspondencia con el registro de pozo, se resalta la unidad de 

interés (horizonte negro). 
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4.1.5 Escalamiento de IEE a diferentes propiedades de roca 

Con base en las ecuaciones de los gráficos de dispersión de la figura 4-8 efectuamos un 

escalamiento de los volúmenes de IEE resultado de la inversión sísmica post apilado para obtener 

las propiedades de gamma ray, porosidad, lambda rho y mu rho. Como ejemplo en la ecuación 

(4.1) se muestra la relación usada entre el volumen invertido de IEE36 y el GR. El resultado de 

este escalamiento se aprecia en la Figura 4.14. 

 
 

(4.1) 

La Figura 4.14 muestra la sísmica apilada convencional del área, el producto de la inversión 

post apilado de IEE36 y el correspondiente volumen de GR obtenido por escalamiento de la IEE36, 

en general se puede ver que la unidad de interés presenta valores relativamente bajos de GR con 

respecto a su entorno, indicando la presencia del yacimiento, debido a que la respuesta de las 

areniscas limpias es un GR bajo, mientras rocas con altos contenidos de shale muestran altos 

valores de GR. De manera similar la respuesta en términos de IEE también es de valores bajos 

para la unidad de interés, dejando en evidencia la baja densidad y velocidad asociadas a este nivel. 

Al observar sobre la sísmica tradicional se puede seguir un reflector negativo relativamente 

continuo que corresponde al tope de la unidad de interés, sin embargo, tanto la IEE como el GR 

evaluados presentan el mismo nivel de interés un comportamiento discontinuo más fácil de 

reconocer, principalmente debido a que la inversión de la IEE a partir de la reflectividad ha tenido 

en cuenta del proceso el comportamiento AVO de la señal y de esta manera logra un grado de 

diferenciación mayor que el de la sísmica apilada tradicional. La menor correlación con el pozo 

64-JX-15 se debe principalmente la calidad de la sísmica alrededor de este es menor que para los 

demás, mostrando un menor contraste de amplitudes. (Figura 4.14).  
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Figura 4.14. Sísmica, Inversión IEE36 e Inversión escalada a GR. Nótese la correspondencia en la tendencia del 

volumen de GR calculado y el registro GR en los pozos. 

 

De manera similar realizamos el escalamiento de la porosidad, en este caso usamos la IEE 

invertida para el ángulo Chi19 por ser la de mejor correlación con la propiedad, luego de utilizar 

la ecuación que relaciona la IEE con la porosidad es posible ver la correspondencia de la unidad 

de interés con los valores relativamente altos de porosidad, sin embargo, se observa algo de 

discontinuidad en las porosidades, lo que facilita diferenciar las mejores áreas en términos de 
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porosidad, las cuales corresponden a valores por encima del 15 % que llegan inclusive hasta el 21 

% y sobresalen con respecto a las rocas adyacentes en general (Figura 4.15) . 

 

Figura 4.15. Sísmica, Inversión EEI 19 e Inversión escalada a porosidad total. Nótese la correspondencia en la 

tendencia del volumen de porosidad calculado y el registro de porosidad en los pozos. 

 

Otra de las propiedades evaluadas fue lambda rho, para la cual encontramos la mayor 

correlación con el volumen de IEE de 19° Chi, en la Figura 4.16 se aprecia que la unidad de interés 

presenta valores relativamente bajos de lambda rho , al ser esta una propiedad que involucra la 

incompresibilidad, está altamente afectada por el tipo de fluidos en el espacio poroso de la roca, 

debido a que el agua en comparación con los hidrocarburos presenta mayor incompresibilidad, 

valores bajos de lambda rho generalmente se pueden asociar a presencia de areniscas con 

hidrocarburos.  En este caso los bajos valores de lambda rho coinciden además con altos valores 
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de porosidad y bajos valores de gamma ray soportando la presencia de areniscas cargadas de 

hidrocarburos para la unidad de interés. 

Para el caso de lambda rho sobre la unidad de interés los valores están entre los 29 y 33 

(Gpa*g/cc), mientras las rocas adyacentes a la unidad de interés alcanzan valores hasta de 41 

(Gpa*g/cc), estos valores se diferencian sobre el registro de pozo y coinciden muy bien en 

magnitud sobre el pozo 25-LX-11, sin embargo, sobre los pozos 48-X-28 y 17-WX-21, aunque los 

valores entre la propiedad escalada y el registro de pozo son similarmente bajos, la magnitud no 

ajusta exactamente, debido a que la correlación para esta propiedad es producto de una regresión 

lineal del 88% y aunque es alta, da lugar a cierto grado de error. (Figura 4.16).   

 

Figura 4.16. Sísmica, inversión IEE 19 e inversión escalada a lambda rho. Nótese la correspondencia en la 

tendencia del volumen de lambda rho calculado y el registro de lambda rho en los pozos. 
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Con respecto al escalamiento de mu rho observamos para la unidad de interés relativamente 

altos valores, entre 25 y 31(Gpa*g/cc), tal como era de esperarse debido a que por lo general la 

matriz de las areniscas ejerce una mayor resistencia al cizallamiento que la matriz de los shales, 

adicionalmente no se espera que los fluidos en el espacio poroso tengan un alto impacto en este 

parámetro.   (Figura 4.17).    

 

Figura 4.17. Sísmica, Inversión IEE-45 e Inversión escalada a Mu Rho. Nótese la correspondencia en la tendencia 

del volumen de Mu Rho calculado y el registro de Mu Rho en los pozos. 
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4.1.6 Validación de la predicción sobre pozos ciegos 

Al predecir las propiedades de roca, gamma ray, porosidad, lambda rho y mu rho a partir de los 

diferentes métodos usando una selección específica de pozos era de esperarse, como en efecto 

sucedió, que los pozos que hicieron parte de los datos de entrada de los diferentes procesos se 

ajustaran adecuadamente a los mismos. Sin embargo la utilidad de estos modelos predictivos recae 

precisamente en poder predecir las propiedades en lugares donde no se dispone de información.  

Gracias a la existencia de pozos que no hicieron parte del conjunto de datos de entrada 

(denominados también pozos ciegos) fue posible comparar el modelo con los mismos y poder 

evaluar si la predicción de cada una de las propiedades se ajustaba o no a estos pozos ciegos. 

Se muestran los resultados de los volúmenes modelados en áreas de pozos ciegos, 

sobreponiendo los registros de estos con el fin de verificar la correlación o no entre ambos datos y 

de esta manera evaluar que tan acertadas son las predicciones, identificando en general buenas 

correlaciones, con excepción de algunas inconsistencias en su mayor parte producto de la calidad 

sísmica que no permite resolver adecuadamente la inversión y por ende la propiedad, sin descartar 

la posibilidad de que hayan registros de pozo (entre los pozos ciegos) sin la correcta calibración 

(Figura 4.18, Figura 4.19, Figura 4.20 y Figura 4.21). 

Con respecto a la validación de la predicción del gamma ray existe una correspondencia entre 

los valores máximos en el modelo y los valores máximos en los registros de los pozos ciegos, así 

mismo los valores mínimos entre ambos datos también muestran una buena correspondencia. 

Aunque en general la unidad de interés está bien identificada por el modelo existen zonas que no 

corresponden exactamente al registro, como es el caso alrededor del pozo 24-JX-34 en la que según 

el modelo se predice una zona de bajo gamma ray mucho más espesa que la vista por el pozo, 
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posiblemente debido a la incertidumbre dada por el coeficiente de correlación de 0.62 hallado con 

los registros, sin embargo, los otros tres pozos ciegos en general se restringen a predecir los mismos 

niveles bajos de gamma ray que están mostrando los registros, dando un grado de confiabilidad 

importante aunque no infalible al modelo (Figura 4.18). 

 

Figura 4.18. Validación sobre pozos ciegos (no usados en el proceso) de la inversión EEI 36 e inversión escalada 

a GR. Nótese la correspondencia en la tendencia del volumen de GR calculado y el registro GR de los pozos. 

 

En la comparación entre el modelo predictivo de porosidad y los datos de registros de pozos 

ciegos se observa en general una buena correlación al nivel de la unidad de interés,  aunque en el 

pozo 53-LX-3 el valor de porosidad en el registro excede de manera importante al valor modelado, 
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se puede ver que para el mismo horizonte en posiciones cercanas definitivamente los valores de 

porosidad son relativamente altos en comparación con las unidades sobre yacentes e infra yacentes, 

este hecho demuestra la incertidumbre en términos de magnitudes exactas, sin embargo en valores 

relativos preserva buena consistencia la predicción (Figura 4.19). 

 

 

Figura 4.19. Validación sobre pozos ciegos (no usados en el proceso) de la inversión EEI 19 e inversión escalada 

= porosidad. Nótese la correspondencia en la tendencia del volumen de porosidad calculado y el registro de porosidad 

de los pozos. 

Los valores de lambda rho del modelo predictivo correlacionan adecuadamente en términos de 

máximos y mínimos con los registros, aunque no exactamente en magnitud. De manera semejante 

a lo que ocurre con el modelo de porosidad y su validación con pozos ciegos, relativamente los 

valores bajos de lambda rho modelados coinciden con  los valores bajos del registro para la unidad 

de interés (Figura 4.20).  
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Figura 4.20. Validación sobre pozos ciegos (no usados en el proceso) de la inversión EEI 19 e inversión 

escalada=Lambda Rho. Nótese la correspondencia en la tendencia del volumen de Lambda Rho calculado y el registro 

de Lambda Rho de los pozos. 

 

La validación de la predicción de Mu rho en general es muy consistente con los registros de los 

pozos ciegos tal como se observa en la Figura 4.21, demostrando que el modelo predictivo es lo 

suficientemente robusto para ser utilizado. 
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Figura 4.21. Validación sobre pozos ciegos (no usados en el proceso) de la inversión EEI -45 e inversión 

escalada=Mu Rho. Nótese la correspondencia en la tendencia del volumen de Mu rho calculado y el registro de Mu 

rho de los pozos. 

 

4.2 Aplicación de Machine y Deep Learning 

Adicionalmente a la predicción de propiedades mediante IEE también se usaron modelos de 

Machine Learning como multi linear regression (MLR) y probabilistic neural network (PNN) y 

de Deep learning como deep feed neural network (DFNN,) con el fin de predecir las mismas 

propiedades calculadas previamente, gamma ray, porosidad, lambda rho y mu rho. 

La razón por la cual se aplicaron algoritmos de aprendizaje automático consiste en la posibilidad 

que estos ofrecen de encontrar patrones y realizar predicciones de forma óptima, patrones que 
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pudimos pasar por alto bajo la metodología realizada con IEE. Para comprobar que modelo predijo 

con mayor exactitud se compararon sus errores en la predicción de las 4 propiedades.  

Dentro del proceso de ejecución de las técnicas de Machine y deep learning generamos nuevos 

volúmenes de información  a través de inversión determinística Pre - Stack y múltiples 

atributos derivados sobre el volumen sísmico apilado. 

Posteriormente, sobre los volúmenes generados, iniciamos por aplicar multi linear regression 

(MLR), un algoritmo que evalúa la combinación de múltiples atributos con el fin de obtener el 

conjunto de estos que brinden la mejor correlación con cada una de las propiedades objetivo. Es 

decir, obtener los valores de entrada que se encuentren más correlacionados con los datos de salida 

a fin de optimizar el proceso de aprendizaje. 

A continuación, utilizamos esta lista de atributos para la aplicación de Machine y deep learning 

mediante Probabilistic Neural Network (PNN) y Deep Feed Neural Network (DFNN) (Figura 

4.22). 
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Figura 4.22. Flujo de trabajo para la aplicación de aprendizaje de máquina mediante tres diferentes técnicas (MLR, 

PNN y DFNN). 

 

Con base en el volumen sísmico pre apilado y teniendo en cuenta los mismos pozos utilizados 

en el proceso de IEE se llevó a cabo la inversión determinística pre apilado con el fin de obtener 

volúmenes adicionales de impedancia P (ZP), densidad (Den), relación (VP/VS) e impedancia S 

(ZS), esta información contribuyó a un mayor número de atributos disponibles para la ejecución 

de las técnicas de aprendizaje de máquina (Figura 4.23). 

En cuanto a los resultados de la inversión pre apilado es importante resaltar la baja impedancia 

P (Zp) en la unidad de interés, así como una densidad relativamente baja. 
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Figura 4.23. Resultados de la inversión determinística pre-apilado (AVO) Zp, Zs y densidad. 

 

Dentro de los datos de entrada para la ejecución del aprendizaje de maquina se incluyen el 

registro objetivo (por ejemplo el gamma ray), el volumen sísmico apilado y los 4 volúmenes 

producto de la inversión pre apilado (Zp, Dn, VpVs y Zs).  

Adicionalmente dentro del proceso se examina la correlación uno a uno entre el registro 

objetivo (por ej. gamma ray) y las diferentes variantes (tales como raíz cuadrada, logaritmo, 

elevación al cuadrado, etc) de los atributos (Envelope, frequency, RMS etc.). Resultando en una 

lista de más de 200 atributos de los cuales se extrae una lista con los de mejor correlación. 

En la Figura 4.24 es posible observar como la mayor correlación individual con el registro 

gamma ray es del 69% con un error de 20.5 (gapi) y ocurre con la raíz cuadrada del volumen 

VP/VS.  
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Figura 4.24. Volúmenes de entrada y resultados del análisis de correlación individual entre los distintos atributos 

y el registro objetivo (GR). Nótese que el mejor valor de correlación corresponde al atributo de raíz cuadrada de 

VP/VS (inverted_PreStackV3_VpVs). 

 

Con el fin de mejorar la predicción y disminuir el error se evalúa la técnica Multi Linear 

Regression (MLR). Este algoritmo evalúa la mejor combinación de atributos, escogiendo en 

principio el mejor atributo independiente, luego el mejor par de atributos, luego el mejor trio de 

atributos, etc. hasta obtener el conjunto de estos que brinden la mejor correlación con cada una de 

las propiedades objetivo. 

 

4.2.1 Técnica Multi Linear Regression (MLR) 

El algoritmo MLR, al permitir usar varios factores para estimación de los datos objetivos mostro 

un aumento en la correlación desde 69% al 73%, por lo que, en consecuencia, se logró disminuir 



���

�

Cálculo de Volúmenes de Parámetros Elásticos por medio de IEE y Deep Learning para Caracterizar Yacimientos 

el error de 20.5 a 19.2 (gapi). En este sentido el algoritmo permitió definir 5 atributos (A partir de 

la lista de evaluación individual (single attribute correlation list)) para la predicción de los valores 

objetivos que fungirán como los datos de entrada debido a su fuerte correlación con las propiedades 

que se quieren predecir, y una longitud del operador de 1 con los cuales fue posible minimizar el 

error de validación, luego se mejoró considerablemente la predicción (Figura 4.25). 

 

 

Figura 4.25. Volúmenes de entrada y resultados del análisis múltiple de atributos. Nótese que el menor error de 

validación se logra con la combinación de los primeros 5 atributos (cada fila de la lista múltiple de atributos implica 

la combinación de los atributos precedentes). 
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Figura 4.26. Aplicación y validación de la regresión múltiple de atributos (usando 5 atributos y una longitud de 

operador de 1). Nótese la disminución en el coeficiente de correlación entre la aplicación y la validación. 

Como resultado se encontró que nuestro modelo de MLR alcanzó un coeficiente de correlación 

de 0.77 en la fase de entrenamiento, mejorando en 0.08 con respecto a la mejor correlación 

individual lograda previamente (0.69) (Figura 4.24). 

En cuanto a la fase de validación donde se usó como subconjunto de validación a los pozos 

involucrados uno a uno, el valor de correlación obtenido fue 0.73 (Figura 4.26). 

4.2.2 Técnica Probabilistic Neural Network (PNN) 

Para la implementación de la red neuronal probabilística se usaron como parámetros de 

entrenamiento el grupo de multiatributos y la longitud de operador hallados con el análisis del 

algoritmo MLR. Figura 4-26. 
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Bajo este modelo de aprendizaje se obtuvo una correlación de 0.84 para la fase entrenamiento 

y de 0.68 en su fase de validación. La diferencia entre ambas fases pudo deberse a que el modelo 

se ajustó muy rígidamente a los valores con los que fue alimentado. 

 

Figura 4.27. Aplicación y validación del algoritmo PNN (usando 5 atributos y una longitud de operador de 1). 

Nótese la disminución en el coeficiente de correlación entre la aplicación y la validación. 

  



�

�

Metodología e Implementación 

4.2.3 Técnica Deep Feed-forward Neural Network DFNN 

 

Figura 4.28. Aplicación y validación del algoritmo DFNN (usando 5 atributos y una longitud de operador de 1), 

nótese la disminución en el coeficiente de correlación entre la aplicación y la validación. 

Los resultados de la predicción con el algoritmo DFNN presentaron buenos valores de 

correlación dentro de la validación (muy cercanos a los logrados con MLR), dejando en última  

posición los valores logrados con el algoritmo de PNN los cuales mostraron los menores valores 

de predicción en la etapa de validación. Aunque los valores más altos de correlación en la etapa 

de entrenamiento resultaron del algoritmo de PNN, al momento de ejecutar el proceso de 

validación cayo considerablemente su correlación (Tabla 4.1), en ese sentido se entiende que el 

modelo PNN es más susceptible al sobreentrenamiento y que en general no es un algoritmo tan 

robusto como MLR y DFNN para predecir los datos objetivos de este estudio. 
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Tabla 4.1. Resultados de correlación para la etapa de entrenamiento y validación en la predicción de gamma ray, 

porosidad, mu rho y lambda rho, usando los algoritmos MLR, PNN y DFNN. 

 

4.2.4 Resultados a partir de IEE y comparación con MLR, PNN y DFNN para 

las propiedades Gamma Ray, Porosidad, Lambda Rho Y Mu Rho. 

Luego de llevar a cabo el proceso de IEE, mediante el cual obtuvimos volúmenes de gamma 

ray, porosidad, mu rho y lambda rho, ejecutamos también de manera independiente tres algoritmos 

de machine learning para predecir las mismas propiedades y poder comparar sus resultados con 

los del método de IEE. Con este propósito presentamos como ejemplo todas las predicciones  sobre 

uno de los pozos de entrenamiento, así como sobre uno de los pozos ciegos observados (Figura 4.29 

y Figura 4.30). 

4.2.4.1 Resultados a partir de IEE y comparación con MLR, PNN y DFNN sobre los pozos 

utilizados en el proceso 

Es posible observar en la Figura 4.29 la correspondencia entre cada una de las propiedades 

calculadas por los distintos métodos y el registro de pozo correspondiente, de esta manera vemos 

que en general los métodos brindan una respuesta que se ajusta aproximadamente a lo visto por el 

pozo, sin embargo al comparar en detalle encontramos algunas diferencias en cuanto a la 

resolución, la continuidad y la magnitud de las diferentes predicciones. 
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Figura 4.29. Resultados de gamma ray, porosidad, lambda rho y mu rho a partir de IEE y los algoritmos de 

machine learning MLR, PNN y DFNN sobre el pozo de ejemplo 25-LX-11. Nótese la correlación entre los volúmenes 

hallados y los correspondientes registros de pozo. 

 

4.2.4.2 Resultados a partir de IEE y comparación con MLR, PNN y DFNN sobre pozos ciegos 

(No utilizados en el proceso). 

Una prueba importante para cualquier modelo predictivo es comparar su resultado con datos 

que no hayan sido utilizados en el proceso de elaboración. En este caso comparamos las 

propiedades calculadas con los correspondientes registros en pozos ciegos (no utilizados en el 

modelo) y observamos en general una buena coherencia entre el pozo ciego y el volumen calculado 

para cada propiedad, sin embargo es importante resaltar que como tendencia general muestra una 
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buena correlación, aunque existen intervalos en los que la predicción no coincide con el valor del 

registro de pozo, posiblemente por la falta de estandarización, normalización y calidad de los 

registros tanto de datos de pozo como sísmicos a lo largo de toda la profundidad estudiada (Figura 

4.30). 

 

Figura 4.30. Resultados de gamma ray, porosidad, lambda rho y mu rho a partir de IEE y de los algoritmos de 

machine learning MLR, PNN y DFNN. Ejemplo sobre el pozo ciego 53-LX-3 (No utilizado en el proceso). Nótese la 

correlación entre los volúmenes hallados y los correspondientes registros para cada una de las propiedades por los 

diferentes métodos. 
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4.3 Resultados en mapa a partir de IEE, MLR, PNN y DFNN para 

las propiedades Gamma Ray, Porosidad, Lambda Rho Y Mu Rho. 

La vista en mapa sobre el nivel de interés nos permite ver la distribución de cada una de las 

propiedades calculadas por los diferentes métodos. En la Figura 4.31 tenemos la predicción de las 

cuatro propiedades mediante el método de IEE, en este caso es importante resaltar que la 

interpretación de polígonos sobre estos mapas se ha hecho teniendo en cuenta la naturaleza de cada 

propiedad, en el caso del gamma ray y lambda rho se han interpretado envolventes para los valores 

más bajos, mientras que en el caso de la porosidad y mu rho el enfoque ha sido a los valores más 

altos. De esta manera pretendemos que las imágenes en vista de planta nos permitan identificar los 

mejores lugares en términos de calidad del yacimiento y así mismo entender de mejor manera los 

ambientes de depositación que dieron origen al mismo.  

Esto además nos permite ver la relación entre las propiedades y de qué manera pueden ser 

dependientes o no unas de otras, por ejemplo lambda rho al estar relacionada con el grado de 

incompresibilidad de la roca está muy influenciada por el tipo de fluidos y la proporción de estos 

dentro del espacio poroso, en este sentido se observa una gran influencia de la porosidad al ser 

muy similares las imágenes de ambas propiedades (Figura 4.31). 

Por otro lado mu rho es una medida derivada de la velocidad de onda S y su valor representa la 

resistencia al cizallamiento o en otras palabras la rigidez, lo que depende en gran medida del 

armazón de la matriz y es independiente del tipo de fluidos que contenga la roca, generalmente los 

shales se caracterizan por valores bajos de mu rho al ser fácilmente cizallados, por esta razón nos 

enfocamos en resaltar los valores altos de mu rho, como un discriminador litológico de areniscas.   
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Con el método de IEE se reconocen sobre la unidad de interés dos áreas en donde los valores 

de gamma ray son relativamente bajos (menores a 80 gapi), asemejándose a dos lóbulos de arena, 

sin embargo al comparar sobre el mismo nivel los resultados de porosidad, lambda rho y mu rho, 

las formas insinúan la presencia de canales, principalmente en las imágenes de porosidad y lambda 

rho, dos propiedades que coinciden en valores bajos insinuando la presencia de un complejo de 

canales ubicado del extremo sur este del bloque hasta la parte central este (Figura 4.31). 

Es importante resaltar que las propiedades modeladas son producto del escalamiento de las IEE 

de acuerdo a la correlación obtenida con cada propiedad, mediante una ecuación de regresión lineal 

(Figura 4.8), dentro de los coeficientes de correlación logrados el más bajo resultó con gamma ray 

( CC: 62%), lo que implica un nivel alto de incertidumbre, que al parecer se refleja en el hecho de 

que no exista una buena coincidencia entre el gamma ray y las demás propiedades, cuyos 

coeficientes de correlación estuvieron por encima de 85%, brindando relativamente mayor 

consistencia en sus distribuciones, como se puede apreciar en la Figura 4.31.   
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Figura 4.31. Resultados a partir de IEE sobre el intervalo de interés para las propiedades gamma ray, porosidad, 

lambda rho y mu rho. 
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Los resultados para las 4 propiedades utilizando el algoritmo de MLR permiten reconocer un 

complejo de canales de manera consistente sobre el gamma ray, la porosidad y lambda rho, en esta 

ocasión se observa una gran correlación entre los valores bajos de gamma ray y los valores altos 

de porosidad, de manera similar aunque con mayor intensidad se insinúa el mismo canal sobre los 

valores bajos de lambda rho, sin embargo, al comparar con la imagen de mu rho no es posible 

establecer una relación directa de esta propiedad con las demás propiedades (Figura 4.32). 

Una de las razones para que los valores altos de mu rho sobre la unidad de interés no 

correlacionen con las demás propiedades puede ser que la naturaleza de los fluidos del yacimiento 

ejercen un gran efecto sobre lambda rho, la porosidad y gamma ray, mientras que existen 

variaciones litológicas que relativamente pasan desapercibidas para estas, pero que causan un 

importante impacto sobre mu rho (Figura 4.32).   
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Figura 4.32. Resultados a partir de MLR sobre el intervalo de interés para las propiedades gamma ray, porosidad, 

lambda rho y mu rho. 
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Los resultados del algoritmo PNN resultan un poco más difíciles de interpretar que los del MLR, 

esto en parte refleja los menores valores de correlación hallados en el proceso de validación (Tabla 

4.1). Sin embargo, al sobreponer las mismas formas interpretadas previamente sobre los demás 

métodos, es posible encontrar cierta correlación con el complejo de canales interpretado, 

principalmente sobre las propiedades gamma ray, porosidad y lambda rho (Figura 4.33).  

Las propiedades que muestran la mayor correspondencia son el gamma ray bajo con la 

porosidad alta, tal como sucedió con los resultados de MLR, sin embargo en este caso el algoritmo 

PNN muestra un patrón más irregular en la distribución de los valores sobre cada propiedad. Así 

mismo como con los resultados de MLR, la distribución de los valores de mu rho no se asemejan 

a las demás propiedades, posiblemente por las mismas razones, relacionadas con el mayor impacto  

que puede tener el tipo de fluidos sobre las demás propiedades y no sobre mu rho (Figura 4.33). 
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Figura 4.33. Resultados a partir de PNN sobre el intervalo de interés para las propiedades gamma ray, porosidad, 

lambda rho y mu rho. 
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Con el algoritmo DFNN se re afirma la interpretación de un complejo de canales, este algoritmo 

logra la predicción de las propiedades con buenos coeficientes de correlación en la etapa de 

validación (similares a los logrados con MLR) y mejores que los alcanzados con PNN (Tabla 4.1). 

La distribución de los valores bajos de gamma ray es similar a los valores altos de porosidad y 

a los valores bajos de lambda rho, de manera consistente con la mayoría de los métodos de 

predicción utilizados, sin embargo también persiste el hecho de que mu rho no muestra una 

similitud directa con las demás propiedades, seguramente por las mismas razones relacionadas con 

el impacto de los fluidos sobre las demás propiedades.  

La propiedad mu rho al mostrar valores relativamente altos principalmente en la zona norte y 

en la zona sur del bloque, y hacia el centro valores bajos, podría estar sugiriendo variaciones 

litológicas, posiblemente asociadas al contenido de shale, reforzando esta interpretación está la 

posibilidad de que el complejo de canales haya sido formado en escenarios de limitado espacio de 

acomodación, provocando la erosión de canales entre sí que podrían tener proporciones diferentes 

de shale, interrumpiéndose por la superposición de discordancias. Es así que esta dinámica 

afectaría los yacimientos haciéndolos muy discontinuos, como se ha visto hasta el momento 

(Figura 4.34).   
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Figura 4.34. Resultados a partir de DFNN sobre el intervalo de interés para las propiedades gamma ray, porosidad, 

lambda rho y mu rho. 
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5 Conclusiones 

La aplicación de la IEE nos permitió caracterizar el yacimiento (miembro Second Wall Creek de 

la Formación Frontier) mediante la correlación hallada con el gamma ray (CC: 62%), con la 

porosidad (CC: 85%), con lambda rho (CC: 88%) y con mu rho (CC: 99%) en registros de pozo 

del campo Teapot Dome. En su mayoría estos valores de correlación fueron altos (a excepción del 

GR), dándole una importante capacidad de predicción a la técnica de IEE, sin embargo, esta 

capacidad se ve restringida al evaluar únicamente las correlaciones de manera lineal, 

principalmente cuando la correlación hallada es baja como en el caso del GR. 

   Utilizamos los algoritmos de machine y deep learning (MLR, PNN y DFNN) disponibles en 

Hampson & Russell para la predicción de las mismas propiedades, La comparación de los 

resultados mostraron una importante ventaja de MLR y DFNN con respecto a PNN en términos 

de correlación durante el proceso de validación.  Siendo MLR el que mostro los valores más altos 

de correlación para porosidad (CC:0.66) Mu Rho (CC:0.86) y Lambda Rho (CC:0.75), 

compartiendo el mejor valor para GR (CC: 0.73) con el método DFNN, constituyéndose MLR y 

DFNN como los más robustos entre los tres. De esta manera los métodos de machine learning 

incorporaron un grado de certeza mayor en la etapa de validación para la predicción del GR que 

la técnica de IEE. 

En los resultados de IA, principalmente en los de MLR se reconocen patrones verticales que son 

considerados como artefactos sísmicos, lo cual de alguna manera le da una mayor ventaja al 

algoritmo DFNN, mostrando el gran potencial del aprendizaje profundo de máquina.  
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Conclusiones 

Los bajos resultados de correlación por PNN se deben principalmente a que este es un algoritmo 

que se ve muy influenciado por el distanciamiento de los datos, por tal motivo, podría ser un 

algoritmo robusto en caso de utilizar un mayor número de pozos. 

   La caracterización de estas propiedades  mediante IEE y machine learning nos permitieron 

interpretar un conjunto de cuerpos con características optimas de yacimiento, estas geometrías 

interpretadas  se asocian a un complejo de canales y lóbulos propios de ambientes de frente de 

playa y canales distributarios de deltas, sometidos a la acción de mareas.  

Las geometrías interpretadas se encuentran interrumpidas en algunas zonas, esto se explica por el 

hecho de que en esta parte de la cuenca el espacio de acomodación fue limitado generando la 

superposición de discordancias que pudieron removilizar parte de los depósitos.  

Las técnicas aquí usadas para predecir propiedades de yacimiento constituyen una herramienta en 

la localización de nuevas oportunidades, tanto en áreas exploratorias como de desarrollo de 

campos de hidrocarburos. 
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7 Anexos 

 

Figura 7.1. Resultados de GR a partir de los algoritmos MLR, PNN y DFNN sobre los pozos utilizados en el 

proceso. Nótese la correlación entre los volúmenes hallados y el registro GR en cada uno de los pozos. 
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Figura 7.2. Resultados de porosidad a partir de los algoritmos MLR, PNN y DFNN sobre los pozos utilizados en 

el proceso. Nótese la correlación entre los volúmenes hallados y el registro de porosidad en cada uno de los pozos. 

 

Figura 7.3. Resultados de Lambda Rho a partir de los algoritmos MLR, PNN y DFNN sobre los pozos utilizados 

en el proceso. Nótese la correlación entre los volúmenes hallados y el registro de Lambda Rho en cada uno de los 

pozos. 
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Figura 7.4. Resultados de Mu Rho a partir de los algoritmos MLR, PNN y DFNN sobre los pozos utilizados en el 

proceso. Nótese la correlación entre los volúmenes hallados y el registro de Mu Rho en cada uno de los pozos. 
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Figura 7.5. Resultados de GR a partir de los algoritmos MLR, PNN y DFNN sobre pozos ciegos (No utilizados 

en el proceso). Nótese la correlación entre los volúmenes hallados y el registro GR en cada uno de los pozos. 
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Figura 7.6. Resultados de porosidad a partir de los algoritmos MLR, PNN y DFNN sobre pozos ciegos (No 

utilizados en el proceso). Nótese la correlación entre los volúmenes hallados y el registro de porosidad en cada uno de 

los pozos. 

 

Figura 7.7. Resultados de Lambda Rho a partir de los algoritmos MLR, PNN y DFNN sobre pozos ciegos (No 

utilizados en el proceso). Nótese la correlación entre los volúmenes hallados y el registro de Lambda Rho en cada uno 

de los pozos. 



����

�

Cálculo de Volúmenes de Parámetros Elásticos por medio de IEE y Deep Learning para Caracterizar Yacimientos 

 

Figura 7.8. Resultados de Mu Rho a partir de los algoritmos MLR, PNN y DFNN sobre pozos ciegos (No 

utilizados en el proceso). Nótese la correlación entre los volúmenes hallados y el registro de Mu Rho en cada uno de 

los pozos. 
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Figura 7.9. Comparación entre el resultado de GR a partir de impedancia elástica extendida y el GR obtenido con 

el proceso de machine learning DFNN sobre los pozos utilizados en ambos casos. Nótese la correlación entre los 

volúmenes hallados y el registro GR en cada uno de los pozos. 
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Figura 7.10. Comparación entre el resultado de GR a partir de impedancia elástica extendida y el GR obtenido 

con el proceso de machine learning DFNN sobre pozos ciegos (No utilizados en el proceso). Nótese la correlación 

entre los volúmenes hallados y el registro GR en cada uno de los pozos. 
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Figura 7.11. Comparación entre el resultado de GR a partir de impedancia elástica extendida (EEI) y los resultados 

obtenidos por tres técnicas de aprendizaje de maquina (MLR, PNN y DFNN). 


