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RESUMEN

Titulo en espanol: Modelo de Machine Learning para determinar si existe un exceso de
muertes por enfermedades cardiovasculares, de personas mayores de 60 afos, relacionadas

con la exposicion de corto plazo al material particulado PM2.5

La baja calidad del aire en Colombia se esta convirtiendo en un riesgo para la poblaciéon mayor,
debido al deterioro de su sistema inmunitario a causa del envejecimiento, esto ocasiona que
desarrollen con mayor facilidad enfermedades cardiovasculares. Por esto se plantea crear un
modelo de Machine Learning que permita determinar si existe un exceso en muertes por
enfermedades cardiovasculares, de personas mayores de 60 afos, relacionadas con la

exposicion de corto plazo al material particulado PM2.5.

Para lograr este objetivo, se realizé una recoleccion de datos ambientales y epidemiologicos,
se aplicaron técnicas de preprocesamiento de datos, se entrenaron distintos modelos con
diferentes técnicas de Machine Learning y se evalué el desempefio de estos modelos,
comparando diferentes métricas de evaluacion, con el objetivo de seleccionar el modelo con

mejores resultados; todo esto haciendo uso de la metodologia CRISP-DM.

Con el modelo final seleccionado, se ejecutdé un analisis de interpretabilidad donde se evidencio
que existe una relacion entre las variables de estudio “pm25”, “prevalencia en muertes por
hipertension” y “exceso de muertes”; esta relacidn no necesariamente induce a afirmar que
exista un exceso en muertes por enfermedades cardiovasculares, relacionadas con la
exposicion de corto plazo al material particulado PM2.5, pero si muestra que el modelo es capaz

de generar buenas predicciones para responder a dicha incognita.

El modelo final cuenta con un “Recall” para la etiqueta 0 (No hay exceso de muertes) de 70.72%
y para la etiqueta 1 (Si hay exceso de muertes) de 71.38% lo cual es equivalente a que el
modelo es capaz de acertar 18 de cada 25 veces que se le pregunte.

Palabras clave: Datos, Desempefo, Enfermedades Cardiovasculares, Inmunosenescencia,
Interpretabilidad, Modelos de ML, PM2.5



ABSTRACT

English title: Machine learning model to determine whether there is an excess of deaths from
cardiovascular disease in people over 60 years old related to short-term exposure to PM2.5

particulate matter.

Poor air quality in Colombia is becoming a risk for the elderly population due to the deterioration
of their immune system caused by aging, which makes them more susceptible to developing
cardiovascular diseases. For this reason, it is proposed to create a Machine Learning model to
determine whether there is an excess of deaths from cardiovascular diseases in people over 60

years old related to short-term exposure to PM2.5 particulate matter.

To achieve this goal, environmental and epidemiological data were collected, data
preprocessing techniques were applied, various models were trained using different Machine
Learning techniques, and their performance was evaluated by comparing different evaluation
metrics, with the aim of selecting the model with the best results; all of this following the CRISP-

DM methodology.

With the final model selected, an interpretability analysis was performed, which showed a
relationship between the study variables "PM25", "prevalence of deaths due to hypertension"
and "excess deaths." This relationship does not necessarily lead to the conclusion that there is
an excess of deaths from cardiovascular disease related to short-term exposure to PM2.5
particulate matter, but it does show that the model is capable of generating good predictions to

answer this question.

The final model has a “Recall” for label 0 (There are no excess deaths) of 70.72% and for label
1 (There are excess deaths) of 71.38%, which is equivalent to the model being able to get it right

18 out of every 25 times it is asked.

Keywords: Cardiovascular Diseases, Data, Performance, Immunosenescence, Interpretability,
ML Models, PM2.5
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INTRODUCCION

La poblacién colombiana se esta viendo seriamente afectada por la mala calidad del aire
(Rosero D, 2022). Registros de los Sistemas de Vigilancia de Calidad del Aire arrojan que las
particulas PM2.5 se encuentran dentro de los contaminantes con mayor problematica para el
pais (IDEAM, n.d.). Estas particulas son generadas por diferentes fuentes naturales y
antropogénicas como: Fuegos forestales, plantas de energia eléctrica, vehiculos de motor, entre
otras (EPA, 2023).

Ahora bien, la poblacion mayor de 60 anos es la mas afectada debido a sus cambios en el
sistema inmune, provocados por el envejecimiento, lo que hace que se vea afectada su
inmunidad innata y adaptativa (Barrera M, et al., 2017). Este deterioro del sistema inmune
aumenta el riesgo de adquirir y/o desarrollar enfermedades cardiovasculares (Saavedra D &
Garcia B, 2014).

Para la cardiologia preventiva, es sumamente importante poder identificar a las personas con
riesgo de sufrir algun tipo de enfermedad cardiovascular, ya que esta es una de las principales
causas de mortalidad en el mundo (Alaa A, et al., 2019); por esto, se han realizado algunos
estudios en donde se implementan modelos de Machine Learning (ML) que buscan predecir el

riesgo que tiene una persona de padecer alguna de estas enfermedades.

En estos estudios se han utilizado métodos de clasificacion como: Regresion Logistica (LR),
Maquina de Vectores de Soporte (SVM), Red Neuronal Artificial (ANN), Bosque Aleatorio (RF),
Maquina de Aumento Gradiente Luminoso (LightGBM), Bayesiano Ingenuo (NB), Aumento de
Gradiente Extremo (XGB), Aumento Adaptativo (AdaBoost), Perceptrén Multicapa (MLP), K-
Vecinos méas Cercanos (KNN) y Arbol de Decision (DT); siendo los modelos entrenados con
LightGBM y LR los de mayor porcentaje de exactitud a la hora de hacer predicciones; no
obstante, estos resultados dependen de los datos utilizados para realizar el entrenamiento, las

validaciones y las pruebas de cada modelo.

Ahora bien, es importante implementar nuevos modelos que permitan determinar si existe un
exceso de muertes por enfermedades cardiovasculares, relacionadas con la exposicion de corto

plazo al material particulado PMZ2.5, debido a que existe evidencia que respalda la asociacion
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que existe entre la contaminacion del aire y los eventos cardiovasculares (Caldeira D, et al.,
2022). Se evidencia que las particulas PM2.5 son facilmente inhalables y penetran en el tracto

respiratorio llegando a los alvéolos y bronquiolos pulmonares (Alves L, 2020).

Por todo lo anterior, se espera implementar un modelo de ML que permita determinar si existe
un exceso de muertes por enfermedades cardiovasculares, de personas mayores de 60 afos,
relacionadas con la exposicién de corto plazo al material particulado PM2.5, teniendo en cuenta
la Tasa de Mortalidad Estandarizada (TME) que corresponde a la cifra de defunciones que se

registrarian en un territorio segun su tasa de mortalidad por sexo y edad.
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1. CAPITULO 1: DEFINICION DE NEGOCIO

En este primer capitulo se plantea todo el entendimiento del proyecto: se detalla la problematica
a abordar, se realiza un analisis de literatura en donde se revisan las posibles soluciones
planteadas por la comunidad y se definen las diferentes actividades a desarrollar, con base en

una metodologia de referencia, para alcanzar el objetivo del proyecto.
1.1. Marco Conceptual
1.1.1. Contaminacion del aire y su impacto en la salud

En un estudio realizado por Bala G, et al. (2021) nos cuenta que nueve de cada diez personas
respiran aire contaminado por material particulado (PM). Aproximadamente tres millones de

personas mueren cada ano en el mundo debido a la contaminacion del aire exterior.

El PM esta compuesto por una mezcla de componentes con caracteristicas fisicas y quimicas,
su afectacion en la salud depende de su composicidon quimica y su fuente, sin contar que sus

caracteristicas fisicas representan preocupaciones para la salud publica (Bala G, et al., 2021).

El PM se clasifica de acuerdo con su diametro aerodinamico, normalmente en cuatro fracciones:
particulas gruesas (mas de 10 micras), particulas finas (mas de 2.5 micras), particulas muy
finas (menos de 2.5 micras) y particulas ultrafinas (menos de 0.1 micras), siendo las finas las

de mayor interés en el analisis de afectacién a la salud (Bala G, et al., 2021).

Las PM2.5 son particulas sumamente pequefias que flotan en el aire; son extremadamente
dafiinas y estan compuestas por “sulfatos, nitratos, amoniaco, cloruro de sodio, hollin, polvos
minerales y agua” que pueden penetrar la barrera pulmonar y entrar al sistema sanguineo, tal

como lo hace el oxigeno (Rosero D, 2022).

En un estudio realizado por Chen G, et al. (2021) que buscaba evaluar la asociacidon que existe
entre la exposiciéon a PM2.5 y la mortalidad se logré determinar que la cantidad de PM2.5, que
aumenta durante cualquier situacion que afecte la calidad del medio ambiente, afecta
notoriamente el sistema cardiovascular y respiratorio, y su aumento es una posible causa de

mortalidad.
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En Indonesia, por ejemplo, segun nos cuentan Burhan E & Mukminin U (2020), la mala calidad
del aire se ha convertido en uno de los mayores problemas: la deforestacidén por parte de las
personas aumenta el riesgo de generar incendios forestales y las erupciones volcanicas

producen diversos gases que son perjudiciales para la salud.

Adicionalmente, en los mismo estudios de Burhan E & Mukminin U (2020) se encontr6 que el
PM<4, puede penetrar la region alveolar del pulmén y tiene un alto potencial téxico para el tracto
respiratorio inferior. También se evidencia que los desastres naturales como incendios
forestales y erupciones volcanicas aumentan los niveles de contaminacién ambiental,
generando grandes cantidades de PM y, por ende, se consideran un factor de riesgo para el

desarrollo de una enfermedad respiratoria o cardiovascular.

En otro estudio realizado por Groot E, et al. (2019) se encontré un aumento en el estrés oxidativo
de las personas, el cual se asocié con un aumento en la rigidez arterial, medida por el analisis
de onda del pulso del indice del aumento aodrtico, este estrés oxidativo se asocid
significativamente con la concentracion de levoglucosano, un biomarcador de la exposicion al

humo.

1.1.2. Exposicién al PM2.5 generado por incendios forestales

En una revision sistematica realizada por Liu J, et al. (2015) a 61 articulos, se observa que mas
del 90% de los estudios muestran que el humo generado por los incendios forestales se asocia
con riesgo de morbilidad respiratoria, el humo afecta mucho mas a quienes presentan
enfermedades respiratorias subyacentes. Se evidencio que Australia y Estados Unidos son los

paises mas afectados.

Los incendios forestales son una parte importante para los ecosistemas, pero son un riesgo
para la salud de la poblacion (Matz C, et al., 2020). El humo de los incendios forestales genera
PM compuesto por: hidrocarburos aromaticos policiclicos, gases y metales Chen H, et al.
(2021). En las ultimas décadas ha venido en aumento la actividad de incendios forestales, estos
influyen en la generacion quimica y concentracion de particulas PM2.5. Pocos estudios se
centran en el impacto que generan las particulas PM2.5 de los incendios forestales en la salud
publica (Stowell J, et al., 2019).
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Por esta razon, Stowell J, et al. (2019) deciden estimar la asociacion de los eventos
cardiorrespiratorios agudos debido a la exposicion al humo PM2.5. Para esto, obtuvieron los
datos de visitas al departamento de emergencia y hospitalizacion por enfermedades
cardiorrespiratorios agudos en Colorado. De esto encontraron que, no hay relaciones
significativas entre las enfermedades cardiovasculares y las PM2.5 generadas por el humo,
pero si existe una asociacion estadisticamente significativa con enfermedad respiratoria

combinada (cardiorrespiratorias).

Los que si estan verdaderamente expuestos al PM2.5 generado por los incendios forestales
son los bomberos, que combaten dichos incendios. Ellos se exponen al humo de madera que
contiene contaminantes atmosféricos altamente peligrosos. Por tal razén, Navarro K, et al.
(2019) deciden aplicar un estudio en dicha poblacion para determinar posibles causas de
mortalidad debido a cancer de pulmon y enfermedades cardiovasculares. Para estimar el riesgo
de mortalidad, se aplicd una relacién exposicion-respuesta (RE) en donde se estimé la dosis
diaria de PM2.5, las tasas de respiracion estimadas, la duracién del turno diario y la frecuencia

de exposicion.

Luego del analisis se llegd a la conclusiéon de que los bomberos forestales tienen un mayor
riesgo de padecer enfermedades cardiovasculares y un mayor riesgo de mortalidad debido a la

exposicion directa que tienen al PM2.5.

Adicionalmente, Matz C, et al. (2020) realizaron un estudio en Canada para medir los impactos
anuales de la calidad del aire en la salud de la poblacion. Realizaron una evaluacién de la
calidad del aire utilizando dos modelos: Global Environmental Multiscale - Modeling Air Quality
and Chemistry (GEM-MACH) y FireWork, para pronosticar las concentraciones de
contaminantes atmosféricos. Evidenciaron que los impactos en la salud fueron mayores en las
provincias con poblaciones cercanas a incendios forestales y, adicionalmente, se evidencio

actividad de particulas a larga distancia en provincias que se encontraban lejos del incendio.
1.1.3. Enfermedades cardiovasculares y su relacion con la exposicién al PM2.5

Como se ha mencionado anteriormente, la contaminacion del aire afecta la salud publica en el

mundo debido al PM, sin embargo, es importante precisar en el tipo de enfermedades que se
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pueden complicar, en la poblacion que ya las padece, debido a la exposicion de corto plazo al
PM2.5.

Chen H, et al. (2021) nos mencionan que se dan alrededor de 339.000 muertes anuales debido
a enfermedades cardiovasculares por la liberaciéon de particulas PM; ellos realizaron una
evaluacion de 38 estudios epidemiolégicos de los cuales 25 presentaban enfermedad
cardiovascular. Se evaluaron estudios de hospitalizaciones, visitas al servicio de urgencias y

aumento en la necesidad de atencion médica.

Ademas, se encuentra otro estudio realizado por Alman B, et al. (2016) llevado a cabo en
Colorado (Estados Unidos) cuyo objetivo fue evaluar las visitas que se presentaron en el
Departamento de Emergencias debido a enfermedades respiratorias y cardiovasculares. Se
usaron varios modelos en donde evaluaban la cantidad de PM por hora en una cuadricula de
12 km cuadrados. A la hora de realizar el analisis de las visitas médicas, evidenciaron que las
visitas por enfermedades cardiovasculares eran nulas, por ende, determinaron que existe una
asociacion negativa entre PM y enfermedad vascular periférica durante el maximo de 1 hora
diaria por lo que se infiere que su afectacién se da en un periodo mas largo de tiempo y no de

manera inmediata.

A pesar de los avances en tratamientos de enfermedades cardiovasculares, estas siguen siendo
la principal causa de muerte en todas las poblaciones humanas. Segun Bhatnagar A (2017) ha
sido dificil evaluar el impacto acumulativo del medio ambiente sobre el riesgo de estas
enfermedades, sin embargo, algunos estudios reflejan que personas que residen en ambientes
de vegetacion natural, comparados con grandes metropolis, estan asociados con niveles bajos
de enfermedades cardiovasculares, ya que en estos ambientes es mucho mas baja la

contaminacion ambiental.
1.2. Marco Referencial
1.2.1. Técnicas para entrenar modelos de Machine Learning

El Machine Learning (ML) permite procesar y extraer conocimiento de grandes fuentes de datos
sin tener que procesarlas de manera manual. Ahora bien, para la industria de la salud se utiliza

con frecuencia para evaluar datos de pacientes, diagnosticar enfermedades y sugerir
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tratamientos. Las evidencias muestran que el ML tiene gran potencial para mejorar esta
industria (Azmi J, et al., 2022).

En la revision de la literatura se encuentran modelos entrenados con 11 técnicas (o algoritmos)
de ML para determinar el mejor clasificador para la prediccion de enfermedades cardiacas;
estas son: Regresiéon Logistica (LR), Maquina de Vectores de Soporte (SVM), Red Neuronal
Artificial (ANN), Bosque Aleatorio (RF), Maquina de Aumento Gradiente Luminoso (LightGBM),
Bayesiano Ingenuo (NB), Aumento de Gradiente Extremo (XGB), Aumento Adaptativo
(AdaBoost), Perceptron Multicapa (MLP), K-Vecinos mas Cercanos (KNN) y Arbol de Decision

(DT), todas siglas en inglés.

1.2.2. Modelos entrenados de ML para determinar el riesgo de padecer enfermedades

cardiovasculares

Las enfermedades cardiovasculares pueden provocar, entre otras cosas, muerte o paralisis
fisica; su prediccion temprana y automatica puede salvar vidas; por tal motivo Pal M, et al.
(2022) decidieron realizar un estudio sobre unos datos de acceso libre de la Universidad de

California, para comparar dos técnicas de ML: MLP y K-NN.

En el estudio pretendian identificar cual de las dos técnicas tiene mejor precision a la hora de
detectar si un paciente puede o no desarrollar una enfermedad cardiovascular. Al aplicar el
estudio, se evidencia que la técnica de ML, MLP, es mucho mas precisa que K-NN arrojando

un mejor resultado de precision para ese caso de estudio.

Asi mismo, en otro estudio realizado por Tsarapatsani K, et al. (2022), aplicado a 2.943
pacientes (de los cuales 484 estaban marcados como fallecidos por enfermedad
cardiovascular), se pretendia validar cual es el modelo de ML mas efectivo en cuanto a:

exactitud, precision, recuperacion, puntuacion, especificidad y area bajo la curva.

Al comparar las siguientes técnicas de aprendizaje automatico: LR, SVM, RF, NB, XGB y

AdaBoost, se detectd que la mas confiable, con una precision del 72.20%, fue la LR.

Estos dos estudios nos muestran que las técnicas MLP y LR, pueden ser buenas candidatas

para entrenar los modelos que se pretenden desarrollar, cabe recalcar que estos estudios estan
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enfocados unicamente en determinar si un paciente se encuentra en riesgo de padecer, 0 no,

una enfermedad cardiovascular.

1.2.3. Modelos entrenados de ML para determinar el riesgo de padecer enfermedades

cardiovasculares en pacientes sanos

Identificar a las personas con riesgo de sufrir una enfermedad cardiovascular es sumamente
importante para la cardiologia preventiva, por tal razén, en un estudio realizado por Alaa A, et
al. (2019), buscaban estudiar a 423.604 pacientes sin dicha enfermedad diagnosticada,
mediante la implementacion de un modelo de ML que fuera capaz de deducir si alguno de estos
pacientes se encontraba en riesgo de padecer la enfermedad, teniendo en cuenta 473 variables
diferentes. En el modelo se incluyeron predictores que generalmente no se consideran en

modelos existentes.

Para desarrollar el modelo se utilizé “AutoPrognosis” que es una herramienta algoritmica capaz
de seleccionar y ajustar automaticamente conjuntos de canales de modelado. El resultado
obtenido fue que el modelo mejora la precision de la prediccién del riesgo de obtener una
enfermedad cardiovascular y se descubrieron nuevos predictores que pueden probarse en

estudios prospectivos.

1.2.4. Modelos entrenados de ML para determinar picos de admision por enfermedades

cardiovasculares teniendo en cuenta la exposicién a contaminacién ambiental

La literatura ha evidenciado que la contaminacién ambiental del aire y los factores
meteoroldgicos, contribuyen al desarrollo de enfermedades cardiovasculares, esto se traduce

en una mayor demanda de atencién médica (Qiu H, et al., 2020).

Qiu H, et al. (2020) decidieron comparar diferentes modelos de ML, entrenados para predecir
el dia con mayor demanda por enfermedades cardiovasculares, utilizando datos de admisiones

hospitalarias, datos de calidad del aire y datos meteoroldgicos en Chengdu (China)

Las técnicas de aprendizaje automatico evaluadas fueron: LR, SVM, ANN, RF, XGB vy
LightGBM, arrojando como resultado que el LightGBM fue el mas efectivo a la hora de predecir
los dias con mayores eventos de admision en el hospital, debido a su resultado de precisidon

cercano al 91.3%.
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Este estudio resulta crucial ya que relaciona los eventos cardiovasculares con la contaminacion
ambiental, siendo ambas variables sumamente relevantes para los modelos que se pretenden
desarrollar; por esto, la técnica LightGBM pasa a ser una de las técnicas para tener en cuenta

para entrenar los modelos.

1.3. Sintesis de Antecedentes

Luego del analisis conceptual de la literatura realizado, se evidencia que el PM se clasifica de

acuerdo con su diametro aerodinamico, tal como podemos ver en la tabla 1:

Tabla 1: Tipos de material particulado.
Fuente: Elaboracion propia

PM Diametro Aerodinamico
Particulas gruesas (PM10) Mas de 10 micras
Particulas finas (PM>2.5) Mas de 2.5 micras
Particulas muy finas (PM2.5) | Menos de 2.5 micras
Particulas ultrafinas (PM0.1) | Menos de 0.1 micras

Siendo el PM2.5 el de principal interés para este proyecto. Este PM2.5 es generado por
diferentes fuentes y puede ser el causante del desarrollo de multiples enfermedades. A
continuacion, en la tabla 2, exponemos las diferentes fuentes de contaminacién encontradas,
generadoras de PM2.5, y las posibles enfermedades que se pueden complicar en la poblacion,

debido a la exposicion de corto plazo a dicho PM2.5:

Tabla 2: Sintesis de las fuentes y enfermedades desarrolladas por la exposicién al PM2.5.
Fuente: Elaboracion propia

Fuentes de Producciéon de PM2.5 Enfermedades que Complica y/o Desarrolla
- Incendios forestales - Cardiovascular
- Erupciones volcanicas - Cardiorrespiratorias
- Fuegos forestales - Eventos coronarios
- Plantas de energia eléctrica - Accidente cerebrovasculares
- Vehiculos de motor - Insuficiencia cardiaca
- Aerosoles organicos - Estrés postraumatico
- Fotorreaccion de 6xido de nitrégeno - Hipertensién
- Carbono organico volatil en la atmésfera | - Estrés oxidativo

Por todo lo anterior, nace un interés en el campo del ML por implementar diferentes técnicas
que permitan entender y asociar estas causas/efectos, a través del procesamiento de grandes
fuentes de datos, las cuales permitan extraer informacion relevante para la toma de decisiones
y asi poder implementar planes de accién en cuanto a salud se refiere. Es por esto que se

revisaron diferentes estudios y se encontraron las técnicas de ML relacionadas en la tabla 3:



21

Tabla 3: Sintesis de técnicas de Machine Learning
Fuente: Elaboracion propia

Técnica Veces Utilizada
Logistic Regression (LR)
Support Vector Machine (SVM)
Random Forest (RF)
Artificial Neural Network (ANN)
Naive Bayes (NB)
Extreme Grading Boosting (XGB)
K-Nearest Neighbor (KNN)
Light Gradient Boosting Machine (LightGBM)
Adaptive Boosting (AdaBoost)
Multi-Layer Perceptron (MLP)
Decision Tree (DT)

== aININININ(WW(W

Los modelos entrenados con LightGBM, MLP y LR son los de mayor porcentaje de exactitud a
la hora de hacer predicciones. Esto puede servir como punto de partida a la hora de seleccionar

las técnicas para entrenar los modelos.

1.4. Planteamiento del Problema
1.4.1. Causas

Los incendios forestales son una de las fuentes que disminuyen la calidad del aire, y su
gravedad ha aumentado debido al cambio climatico (Groot E, et al., 2019). Sus principales
emisiones son: PM finas y gruesas, gases, monodxido de carbono, metano, 6xido nitroso,
carbono organico volatil y, ademas, se suman los contaminantes secundarios como: aerosoles
organicos y ozono generados por la fotorreaccion de 6xido de nitrégeno y carbono organico

volatil en la atmdsfera (Cascio W, 2018).

Ahora bien, la contaminacién del aire esta relacionada con las enfermedades cardiovasculares,
una de las principales causas de mortalidad en el mundo. La contaminacién se da debido a la
modificacidn de las caracteristicas naturales del aire por medios quimicos, fisicos o biolodgicos
(Caldeira D, et al., 2022).

Existe evidencia que respalda la asociacidn que existe entre la contaminacion del aire y los
eventos cardiovasculares como: eventos coronarios, accidente cerebrovasculares, insuficiencia
cardiaca y mortalidad (Caldeira D, et al., 2022).
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1.4.2. Consecuencias

En un estudio realizado por Mahsin M, et al. (2022), donde se pretendia analizar el impacto
producido en pacientes por la exposicion a las PM, teniendo en cuenta las visitas al médico
ambulatorias por enfermedades respiratorias y cardiovasculares, se analizaron 105.411 visitas
meédicas de las cuales 57.522 fueron por enfermedades respiratorias y 11.179 por
enfermedades cardiovasculares. Se observd un riesgo mayor en pacientes que presentaban
enfermedades preexistentes y se evidencia que son personas que presentan mayor riesgo de

afeccion en enfermedades cardiovasculares y respiratorias.

Adicionalmente, la exposicidn a particulas PM2.5 se esta asociando con el aumento de la
morbilidad y mortalidad en todo el mundo (Krittanawong C, et al., 2023). Las PM2.5 funcionan
a través de 3 mecanismos: aumento del estrés oxidativo, activacion de la via inflamatoria del
sistema inmunoldgico y estimulacion del sistema nervioso auténomo (Krittanawong C, et al.,
2023).

Existe evidencia que permite inferir que la exposicidén a corto plazo a particulas PM2.5 se asocia
drasticamente con enfermedades cardiovasculares como: mortalidad, accidente
cerebrovascular, insuficiencia cardiaca, infarto de miocardio y arritmias cardiacas (Krittanawong
C, et al., 2023). Cuanto menor sea el nivel de PM2.5 y menor el tiempo de exposicion a él,
menor sera el riesgo de desarrollar complicaciones cardiovasculares (Krittanawong C, et al.,
2023).

1.4.3. A quién afecta

Un estudio del Sistema Integrado de Informacion Ambiental, analizado por Alves L (2020)
muestra el aumento de ingresos hospitalarios debido a enfermedades respiratorias. Alli se
evidencia que las particulas PM2.5 son facilmente inhalables y penetran en el tracto respiratorio
llegando a los alvéolos y bronquiolos pulmonares. La poblaciéon mas afectada eran los menores

de 5 afos y los mayores de 49 afos.

De Bont J, et al. (2022) encontraron a su vez que existe mas probabilidad de padecer
enfermedades cardiovasculares en poblacion mayor, pacientes cardiacos y personas con

mayor peso debido a la contaminacion del aire. Encontraron pruebas sélidas que evidencia que
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los niveles mas altos de contaminacion del aire aumentan el riesgo de enfermedades
cardiovasculares, especialmente accidentes cerebrovasculares y cardiopatia isquémica, sin
embargo, también se logra evidenciar que existe un alto porcentaje de mortalidad y morbilidad
por enfermedades cardiovasculares sin importar la causa. En su analisis, tuvieron en cuenta
evidencia epidemiologica de la exposicion a corto y largo plazo a particulas PM y el riesgo que

estas generan de multiples enfermedades cardiovasculares.

1.4.4. Reto técnico

Es claro, luego de la revision de la literatura, que existen diferentes aportes tecnolégicos que
permiten identificar los riesgos que tiene la poblacion de padecer una enfermedad
cardiovascular; en algunos estudios se asocia este riesgo con los factores ambientales y se

desarrollan modelos capaces de entregar predicciones con estas dos condiciones.

Ahora bien, estos estudios son de diferentes paises y estan enfocados en: periodos de tiempo
puntuales, caracteristicas particulares de la poblacion en la recoleccidon de datos, regiones con
condiciones particulares en su calidad ambiental, entre otros. Todo esto nos sugiere que los
resultados de cada estudio dependen principalmente de los datos con los que se realiza el
analisis.

Se encuentra pertinente enfocar un estudio en Colombia, ya que la baja calidad del aire se esta
convirtiendo en un riesgo para su poblacién (Rosero D, 2022) y, como ya se dijo, la exposicion
a altas concentraciones de PM2.5, aumenta el riesgo de desarrollar y/o complicar enfermedades

cardiovasculares en la poblacién mayor que ya cuenten con dichas enfermedades.

El reto mas grande en este sentido se centra en la recoleccién de los datos que permitan realizar
el entrenamiento del modelo para lo cual se necesitan: datos de material particulado,
temperatura y viento para estimar la condicion ambiental de la regién a estudiar; datos de
muertes por enfermedades cardiovasculares en la misma regién para relacionarlos con los

periodos de alta concentracion de material particulado.

Con esto se puede entrenar diferentes modelos de ML, con las técnicas ya utilizadas por otros
autores, para garantizar la obtencién de un modelo que permita determinar si existe un exceso
de muertes por enfermedades cardiovasculares, de personas mayores, relacionadas con la

exposicion de corto plazo al material particulado PM2.5



24

1.4.5. Formulacion del Problema

Con todo el analisis previamente planteado de la problematica y en aras de plantear una posible

solucién al problema, nace la siguiente pregunta:

¢Como crear un modelo que permita determinar si existe un exceso de muertes por
enfermedades cardiovasculares, de personas mayores de 60 anos, relacionadas con la

exposicion de corto plazo al material particulado PM2.5?

1.5. Justificacion

Las enfermedades cardiovasculares pueden provocar la muerte o la paralisis fisica (Pal M, et
al., 2022) y el riesgo de contraer dichas enfermedades es aun mas alto para la poblacién mayor

(De Bont J, et al., 2022) esto debido a la “Inmunosenescencia”.

La inmunosenescencia “se refiere a los cambios que se producen en el sistema inmunitario a
causa del envejecimiento y que afectan la inmunidad innata y adaptativa” (Barrera M, et al.,

2017). Esto es, basicamente, el deterioro del sistema inmunitario con el paso de los afios.

“Entre las manifestaciones de este deterioro se sefiala susceptibilidad incrementada a
las enfermedades infecciosas (influenza y tuberculosis), condiciones patoldgicas
relacionadas con inflamaciéon (enfermedades cardiovasculares, enfermedad de
Alzheimer), enfermedades autoinmunes (artritis reumatoide), al cancer, y respuesta

reducida ante la vacunaciéon” (Saavedra D & Garcia B, 2014)

Como se evidencia, contraer enfermedades cardiovasculares es un riesgo latente para la
poblacién mayor, por lo que identificar a las personas con riesgo de sufrir una enfermedad
cardiovascular se vuelve sumamente importante para la cardiologia preventiva (Alaa A, et al.,

2019), debido a que su prediccidon temprana puede salvar vidas (Pal M, et al., 2022).

Uno de los principales factores que incrementa el riesgo de padecer enfermedades
cardiovasculares, es la exposicion a particulas PM2.5, generadas por diferentes fuentes que
contaminan el aire. Segun la Agencia de Proteccion Ambiental de Estados Unidos (EPA) “La
contaminacion del aire proviene de una variedad de fuentes naturales y antropogénicas (hechas
por el hombre), incluyendo fuegos forestales, plantas de energia eléctrica y vehiculos de motor”
(EPA, 2023b)
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Ahora bien, Colombia no es ajena a este problema: La baja calidad del aire se esta convirtiendo
en un riesgo sumamente alto para la vida de su poblacién: “En Colombia, segun el estudio del
Instituto Nacional de Salud (INS), realizado en 2021, este fue el causante de 17.549 muertes,

de estas, 15.681 muertes estan asociadas a la mala calidad del aire” (Rosero D, 2022)

“De acuerdo con el histérico de registros de los Sistemas de Vigilancia de Calidad del
Aire que operan en Colombia, los contaminantes con mayor problematica son el material
particulado inferior a 2.5 micras (PM2.5) y el inferior a 10 micras (PM10)” (IDEAM, n.d.-
b)

No resolver este problema ocasiona que siga en aumento la morbilidad y mortalidad
(Krittanawong C, et al., 2020) de poblacién mayor y pacientes cardiacos (De Bont J, et al., 2022)

debido a la exposicion a corto o largo plazo a particulas PM2.5

Por todo lo anterior, lo que se espera es poder generar un modelo de Machine Learning que
permita identificar si existe un exceso en muertes en la poblacion mayor de 60 afios, en los diez
municipios mas poblados de Colombia, teniendo como base la “Tasa de mortalidad
estandarizada” (TME)

La TME “corresponde a la cifra de defunciones (expresadas por 100.000 habitantes) que se
registrarian en un territorio segun la tasa de mortalidad por sexo y edad propias y con la
estructura por edad de una poblacién tipo o estandar” (IEC, 2024). Para esto, se calcula la
media ponderada de las tasas de mortalidad por grupo de edad, donde los coeficientes de

ponderacion son una poblacion de referencia estandar.

Para todo el desarrollo del proyecto, se cuenta con la asesoria del codirector, quien es un
experto epidemioldgico, con el fin de garantizar que el modelo a implementar cumpla con las

caracteristicas necesarias, a nivel médico, para ayudar a resolver el problema.

1.6. Objetivos
1.6.2. Objetivo General

Implementar un modelo de Machine Learning para determinar si existe un exceso en muertes
por enfermedades cardiovasculares, de personas mayores de 60 afos, relacionadas con la
exposicion de corto plazo al material particulado PM2.5
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1.6.1.

Objetivos especificos

Recolectar datos diarios, entre 2015y 2022, relacionados con muertes por enfermedades
cardiovasculares, material particulado, temperatura y viento, de los diez municipios mas
poblados de Colombia, para entrenar los modelos de Machine Learning

Aplicar técnicas de preprocesamiento y transformacion de datos, al conjunto de datos
recolectado, para seleccionar las particiones de entrenamiento y pruebas, necesarias
para el entrenamiento de los modelos

Entrenar varios modelos, con los datos de entrenamiento previamente reservados del
conjunto de datos, para predecir el exceso de muertes por enfermedades
cardiovasculares en periodos de alta concentracién de material particulado PM2.5
Evaluar el desempefio de los modelos entrenados, con los datos de prueba previamente
reservados del conjunto de datos, para seleccionar el modelo con mejores métricas de

desempeio

1.7. Metodologia CRISP-DM
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Figura 1: Metodologia CRISP-DM
Fuente: Elaboracion propia
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Para el desarrollo de este proyecto se pretende hacer uso de la metodologia “Cross Industry
Standard Process for Data Mining (CRISP-DM)” ya que el grueso del proyecto es el

procesamiento de datos y esta metodologia se adapta perfectamente a ello.

La metodologia CRISP-DM “es ampliamente reconocida en la comunidad de analistas de datos
y cientificos de datos como la metodologia mas eficiente y efectiva para llevar a cabo proyectos
de mineria de datos” (Arias L, 2023). Es una metodologia compuesta por seis fases, que busca
desarrollar modelos basados en el analisis de grandes cantidades de datos, con el objetivo de

facilitar la toma de decisiones.

Es importante precisar que la metodologia CRISP-DM considera la inclusién de una fase de
despliegue, sin embargo, para el desarrollo de este proyecto no se tendra en cuenta dicha fase;
en su lugar, se implementa una fase transversal de documentacion para revisar y ajustar la

documentacion del proyecto.
1.7.1. Fases de CRISP-DM

1. Entendimiento del negocio: En esta fase se define el objetivo, requisitos y necesidades
del proyecto en analisis (Hotz N, 2024)

2. Entendimiento de los datos: En esta fase se definen los datos que seran utilizados en
el proceso de analisis. Se identifican, recopilan y analizan los conjuntos de datos que
pueden ayudar a conseguir los objetivos del proyecto, sin dejar ningun dato importante
por fuera (Hotz N, 2024)

3. Preparacién de los datos: En esta fase es necesario organizar los datos recolectados
y observar lo que ellos cuentan. Esta etapa suele ser bastante dispendiosa ya que se
espera: seleccionar los conjuntos de datos, corregir y/o eliminar valores erroneos en los
datos, construir nuevos datos a partir de los datos recolectados, integrar todos los datos,
preprocesar y transformar los datos (Hotz N, 2024)

4. Modelado: En esta fase se empieza a entrenar el o los modelos y se pueden obtener los
primeros resultados del analisis. EI modelo para utilizar depende estrictamente de las
necesidades del proyecto y, a su vez, las variables a analizar. Aqui se pueden emplear

diferentes técnicas de modelado existentes (Hotz N, 2024)
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5. Evaluacion: En esta fase podemos evaluar qué modelo se adapta mejor al proyecto y si
los resultados arrojados por el mismo correspondan con las expectativas del proyecto.
En caso de que la respuesta sea negativa, se puede volver a iterar para hacer los ajustes

necesarios hasta que se encuentre un modelo lo suficientemente bueno (Hotz N, 2024)

1.8. Actividades por Desarrollar

Tabla 4: Actividades para la ejecucién del proyecto
Fuente: Elaboracion propia

ACTIVIDADES PARA LA EJECUCION DEL PROYECTO

A.1.1 Definir el trasfondo del negocio
A.1.2 | Definir los objetivos del negocio
Fase 1: A.1.3 | Definir el origen de los datos Entregable:
Entendimiento | A.1.4 | Establecer el alcance del proyecto - Especificacion del
del negocio A.1.5 | Establecer el &mbito del proyecto y sus limites proyecto
A.1.6 | Crear el plan de trabajo
A.1.7 | Estimar el costo del proyecto en tiempo y recursos
A.2.1 Cargar los conjuntos de datos
Fase 2: A.2.2 | Resumir los conjuntos de datos Entregables:
C A.2.3 | Ejecutar un analisis exploratorio de los datos o ;
Egéelgglr;ﬁgéo A.2.4 | Ejecutar un analisis descriptivo de los datos __'A‘Cn:rll'.z'ﬁtg: Loes dd;gass
A.2.5 | Verificar la calidad de los datos J
A.2.6 | Visualizar los datos
A.3.1 Tratar los valores faltantes
A.3.2 | Eliminar los valores duplicados Entreaable:
Fase 3: A.3.3 | Tratar los valores atipicos nireg )
S - . - - Conjunto de datos
Preparaciéon de | A.3.4 | Ajustar los datos inconsistentes
. preprocesado y
los datos A.3.5 | Ajustar los datos corruptos L
particionado
A.3.6 Preprocesar y transformar los datos
A.3.7 Particionar el conjunto de datos
Fase 4: A4.1 Diseﬁarlla experimentacién ] .Entregable: y
Modelado A.4.2 | Construir y entrenar los modelos - Métricas de evaluacion
A.4.3 | Definir los criterios y métricas de evaluacion - Modelos entrenados
A.5.1 | Analizar las métricas de evaluacioén
Fase 5: A5.2 Analiza_r los resultados i : Entregables:
Evaluacion A.5.3 | Seleccionar el modelo mas apropiado - Informe de re§ultados
A.5.4 | Evaluar resultados con un método de interpretabilidad - Modelo final
A.5.5 | Validar los resultados con un experto epidemiolégico
Fase 6: A.6.1 Revisién de la documentacién del proyecto Entregables:
Documentacion | A.6.2 | Ajuste de la documentacién del proyecto - Documento trabajo final
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2. CAPITULO 2: DEFINICION Y ANALISIS DE DATOS

En este segundo capitulo se detalla todo el proceso de recoleccién y entendimiento de los datos:
Se identifican, recopilan y analizan los conjuntos de datos que pueden ayudar a conseguir el

objetivo del proyecto.
2.1. Especificacion de Datos por Recolectar

2.1.1. Diez municipios mas poblados de Colombia

Para poder iniciar con la recoleccion de datos, es necesario determinar los 10 municipios mas
poblados de Colombia ya que en estos se centrara toda la ejecucion del proyecto. En la tabla 5
podemos observar los 10 municipios mas poblados de Colombia, segun datos recolectados por
el Departamento Administrativo Nacional de Estadistica (Dane, 2020) en el censo nacional de
poblacién y vivienda, realizado en el 2018.

Tabla 5. Municipios mas poblados de Colombia
Fuente: Elaboracion propia

MUNICIPIO | POBLACION
Bogota 8'181.047
Medellin 2'529.403
Cali 2'445.405
Barranquilla 1'232.462
Cartagena 1'036.134
Cucuta 668.838
Soledad 666.247
Ibagué 569.336
Soacha 544.997
Bucaramanga 528.610

2.1.2. Variables ambientales

Tabla 6. Variables ambientales
Fuente: Elaboracion propia

VARIABLE DESCRIPCION

PM25 Material particulado 2.5 presente en el ambiente
BC Hollin presente en el ambiente

DMS Dimetil sulfato presente en el ambiente
PM Material particulado presente en el ambiente
ocC Carbono organico presente en el ambiente
S02 Dioxido de azufre presente en el ambiente
S04 Sulfato presente en el ambiente

PBLH Altura de la capa de mezcla

SPEED Velocidad del aire
TLML Temperatura en superficie
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Se espera, como minimo, recolectar datos de material particulado, temperatura y viento, sin
embargo, existen otras variables que pueden aportar a la hora de realizar el entrenamiento de

los modelos; estas variables se describen en la tabla 6.
2.2. Recoleccion de Datos

Con las variables ambientales definidas, se procedio a realizar la recoleccion de estas utilizando
el aplicativo NASA Giovanni, el cual permite visualizar y descargar variables geofisicas de
practicamente todo el mundo (NASA, 2025). En este aplicativo es posible seleccionar todas las
variables mencionadas en la tabla 6, para todo el territorio colombiano y para un periodo de

tiempo determinado.

Al seleccionar los criterios de busqueda en el aplicativo, este género un archivo con extensién
“csv” el cual contenia 2.922 lineas; cada una de estas lineas almacenaba una URL desde la
cual se podian obtener las variables ambientales desde el ultimo mes del afo 2014 hasta el
ultimo mes del afio 2022, para cada dia del afio y para cada municipio de Colombia, por lo que
fue necesario desarrollar un algoritmo capaz de leer este archivo, conectarse al aplicativo y

descargar los datos.
El desarrollo de este algoritmo se dividio en 4 etapas:

Descarga de datos
Descarga de datos faltantes

Filtrado y ajuste de datos

W bh =

Generacion de promedios
2.2.1. Descarga de datos

Para poder descargar datos desde NASA Giovanni, es necesario crear una cuenta desde la
cual se permite generar un token temporal que posteriormente permite conectar, via API/REST,
desde cualquier fuente que realice peticiones tipo “get” y que envie el token de acceso en las

cabeceras de la peticién.

Se decidié generar un script en Python para poder lanzar la peticion de descarga de datos.

Desde este script se leyo el archivo csv generado en NASA Giovanni; se cre6 una funcién para
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extraer el nombre de cada archivo a descargar desde cada una de las lineas del csv y se definio
un ciclo para iterar sobre cada linea del csv y asi descargar cada archivo de datos. El resultado

de la ejecucion se puede apreciar en la figura 2.

r i o EEDMAXA2CTLMLE

MERRA2%2FM2TINXFLX. %2F12 2_400.tav| X 227.ncak
SPEEDMAX%2CTLMLE

EEDMAX2CTLMLE

5 MERRA2%2FM2TINXFLX. % -nca&
r %20 EEDMAX%2CTLMLE

ILENAME-%2Fdat
SPEEDMAX%2CTLMLE
- Guardado como: data\20221231.ncd

in 17176.655

Figura 2. Descarga de datos NASA Giovanni
Fuente: Elaboracion propia

La ejecucion del script tardd 17.176 segundos (4 horas y 46 minutos aproximadamente), en un
entorno de Google Colab acelerado por CPU y no era claro si habia descargado todos los

archivos esperados.
2.2.2. Descarga de datos faltantes

Con el fin de validar si todos los archivos habian sido descargados, se disefid otro script en el
cual se extraian nuevamente los nombres de cada archivo, desde cada una de las lineas del
csv, y se contrastaron con los nombres de todos los archivos descargados, esto con el fin de
validar si habia nombres que no coincidian y asi generar un nuevo csv con dichas lineas
faltantes para ejecutar nuevamente (de ser necesario) el primer script y de esta manera

descargar todos los datos. El resultado de la ejecuciéon se puede apreciar en la figura 3.

OUTPUT

Figura 3. Validacion de datos faltantes
Fuente: Elaboracion propia
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La ejecucion del script arrojé que faltaron por descargar 71 archivos, por lo que fue necesario
ejecutar nuevamente el script, con el nuevo csv generado, para descargar los datos faltantes.

El resultado de la ejecucion se puede apreciar en la figura 4.

Code v~ =8 A

n/OTF/HTTP et a M2TIN .5 5% .26161165. nc48VERSION=1.02&

- Guardado como:
c.eosd. -8 /OTF/ it a M2TIN 1 -tavgl_2d_flx_Nx.26161110.nc4RVERSIO)

data\20161111.nc4

Figura 4. Descarga de datos faltantes NASA Giovanni
Fuente: Elaboracion propia

Esta nueva ejecucion del primer script tardé 417 segundos (7 minutos aproximadamente) y

finalmente se descargaron todos los archivos esperados.
2.2.3. Filtrado y ajuste de datos

Ya con todos los datos descargados, era necesario aplicar dos modificaciones sobre el conjunto
de datos. La primera consistia en calcular el valor de la media diaria de cada variable ambiental
recolectada, ya que en cada archivo se encontraba un registro por cada hora del dia; la segunda
consistia en aplicar un filtro capaz de seleccionar, de los datos de cada variable, unicamente
los 10 municipios mas poblados, ya que cada variable recolectada contaba con informacion de

todos los municipios de Colombia

Para realizar este proceso, se desarrollé un script donde se implementaron dos ciclos anidados;
el primero recorria cada uno de los archivos descargados y el segundo cada una de las variables

ambientales contenidas en el archivo.

Por cada variable ambiental se implementé el calculo de la media diaria y el filtro de municipios;
para crear el filtro se utilizd un “shapefile” (formato utilizado para representar datos
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geoespaciales vectoriales) el cual contenia los vectores de los 10 municipios mas poblados.
Los resultados obtenidos se iban agregando uno a uno a un nuevo conjunto de datos. El

resultado de la ejecucion se puede apreciar en la figura 5.

QUTPUT  DEBUG

Procesando archivo 1 2022358.nc4
Procesando archivo 1 2022351.nc4
Procesando archivo 1 2022352.nc4d
Procesando archivo 1 2022353 .nc4
Procesando archivo : 2022354 _nca
Procesando archivo T 2822355.nc4
Procesando archivo 1 2022356.nc4
Procesando archivo 1 2022357.nc4
Procesando archivo 1 2022358.nc4d

Procesando archivo 1 2022359.nc4
Procesando archivo : 20223668.nca
Procesando archivo T 2822361.nc4
Procesando archivo 1 2822362 .nc4
Procesando archivo 1 2022363.nc4
Procesando archivo 1 2022364.nc4
Procesando archivo 1 2022365.nc4d

2=0 in 18824.745 sec

Figura 5. Filtro y ajuste de datos
Fuente: Elaboracion propia

La ejecucion del script tardd 10.024 segundos (2 horas y 47 minutos aproximadamente), en un
entorno de Google Colab acelerado por CPU, entregando como resultado un nuevo conjunto
de datos que contenia unicamente datos de los 10 municipios mas poblados de Colombia y un

unico registros por cada dia de cada una de las variables ambientales.
2.2.4. Generacioén de promedios

El PM presente en el aire tarda varios dias en desaparecer, por lo que se ve pertinente agregar
como variables adicionales al conjunto de datos, una serie de ventanas de tiempo con el
promedio de los ultimos dias para cada una de las variables ambientales y asi complementar el
conjunto de datos para mejorar los resultados esperados.

Se generd un script en el que se calcula la media de cada variable ambiental para los ultimos

dos, cinco y siete dias. El resultado de la ejecucién se puede apreciar en la figura 6.
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QUTPUT

Promedios para la variable PBLH generados

Promedios para la variable SPEED generados
Promedios para la variable TLML generados

Figura 6. Calculo de promedios para cada variable ambiental
Fuente: Elaboracion propia

2.2.5. Unién con datos epidemiolégicos

El Ministerio de Salud y Proteccion Social de Colombia, facilita el acceso a los datos de
mortalidad, provistos por el DANE, mediante el “Cubo de Estadisticas Vitales” (Cubo EEVV) ya
que estos datos “representan elementos fundamentales para cuantificar los problemas de salud”
(MinSalud, 2025) y permiten obtener una vision de la mortalidad en un territorio determinado y

su comportamiento con el paso del tiempo.

Al igual que con las variables ambientales, se filtraron los datos obtenidos del Cubo EEVV para
obtener datos desde el ultimo mes del afio 2014 hasta el ultimo mes del afo 2022, para cada
dia del afo y unicamente de los 10 municipios mas poblados de Colombia; también se aplica
un filtro para obtener unicamente datos de poblacién mayor de 60 afios. Las variables que se
consideraron relevantes y que pueden aportar en el entrenamiento de los modelos se describen
en la tabla 7.

Tabla 7. Variables epidemiolégicas
Fuente: Elaboracion propia

VARIABLE DESCRIPCION
Excesos Indica si un dia se presentd, o no, exceso de muertes
Diabetes Indica la prevalencia en muertes por diabetes
Hipertension | Indica la prevalencia en muertes por hipertensién

Una vez recolectado el conjunto de datos con las variables epidemiolégicas, se unié con el

conjunto de datos de las variables ambientales para poder iniciar con el analisis de datos.
2.3. Analisis de Datos Recolectados

El conjunto de datos con el que finalmente se inicia el analisis consta de las variables contenidas
en la tabla 8. Alli se relacionan las variables ambientales, su media para los ultimos dos, cinco

y siete dias (nombradas como avg al inicio), y las variables epidemioldgicas



Tabla 8. Conjunto de datos recolectado
Fuente: Elaboracion propia

VARIABLES
codigo_municipio | avg2 dms avgd speed
nombre_municipio | avg2 pm avg5_timl
fecha avg2 oc avgb temperature
periodo avg2 so2 avg7_pm25
pm25 avg2 so4 avg7 bc
bc avg2 pblh avg7_dms
dms avg2 speed avg7_pm
pm avg2 timl avg7_oc
ocC avg2 temperature | avg7 so2
s02 avgd pm25 avg7_so4
so4 avgd bc avg7_pblh
pblh avg5 dms avg7_speed
speed avgs pm avg7_timl
timl avgd oc avg7_ temperature
temperature avgs so2 €excesos
avg2 pm25 avgs so4 diabetes prev
avg2 bc avg5 pblh hipertension_prev

Algunas de las generalidades del conjunto de datos son las siguientes:

o & Db
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Cuenta con un total de 29.220 registros y cada uno corresponde a un dia del afio en el
cual se recolectaron los datos, desde 2015 hasta 2022

Se encuentra en formato de valores separados por comas (CSV)

Pesa un total de 19.2MB en memoria

Cuenta con 52 columnas: 46 de tipo flotante, 4 de tipo entero y 2 de tipo objeto (o cadena)
Los datos provienen de 10 municipios diferentes (Medellin, Barranquilla, Soledad,
Bogota, Cartagena, Soacha, Cucuta, Bucaramanga, lbagué y Cali) los cuales
corresponden a los 10 municipios mas poblados de Colombia

Cada municipio cuenta con 2.922 registros, correspondientes a cada dia del afio, desde
2015 hasta 2022

La primera muestra es del 1 de enero de 2015 y la ultima muestra es del 31 de diciembre
del 2022, esto para cada municipio

No cuenta con datos faltantes en ninguno de los registros

2.3.1. Variable objetivo por estimar

La variable "excesos" es una variable categdrica con dos posibles valores, como se muestra en

la figura 7:
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excesos

0 2000 4000

6000 8000 10000 12000 14000 16000

Figura 7. Visualizacion excesos
Fuente: Elaboracion propia

Esta variable indica si el dia en el que se recolectaron las muestras se presentd un excesos de

muertes en el sistema de salud, teniendo en cuenta la Tasa de Mortalidad Estandarizada, que

corresponde a la cifra de defunciones que se registran en un territorio segun su tasa de

mortalidad por sexo y edad. Se considera esta variable como una variable objetivo, ya que

refleja el resultado de interés en el analisis.

2.3.2. Medidas de tendencia central, dispersion y estadisticos de orden

Tabla 9. Medidas de tendencia central, dispersién y estadisticos de orden

Fuente: Elaboracién propia
DESVIACION A ‘ CUARTIL | CUARTIL | CUARTIL
MEDIA | MEDIANA ESTANDAR VARIANZA | MAXIMO | MINIMO 25 50 75

pm25 2.828 1.256 4.160 17.306 43.533 0.014 0.496 1.256 3.299
bc 0.355 0.281 0.259 0.067 3.517 0.039 0.214 0.281 0.397
dms 0.018 0.001 0.031 0.001 0.324 -0.000 0.000 0.001 0.025
pm 8.490 3.583 12.821 164.376 149.839 0.046 1.412 3.583 9.786
oc 2.718 2141 2.311 5.341 34.828 0.231 1.529 2141 3.095
so2 0.718 0.701 0.337 0.113 3.440 0.047 0.480 0.701 0.929
so4 0.949 0.808 0.625 0.391 10.694 0.044 0.555 0.808 1.133
pblh 788.236 777.106 208.647 43533.587 | 1904.594 | 225.065 659.789 777.106 903.439
speed 4.302 3.682 1.987 3.948 13.644 1.275 2.860 3.682 5.232
timl 294.745 293.515 4.390 19.269 303.716 | 287.625 290.701 293.515 299.880
temperature 22.161 21.460 4.618 21.323 31.168 14.007 17.758 21.460 27.418
avg2_pm25 2.828 1.294 4.010 16.080 42.169 0.038 0.518 1.294 3.353
avg2_bc 0.355 0.283 0.251 0.063 3.441 0.041 0.217 0.283 0.395
avg2_dms 0.018 0.001 0.031 0.001 0.297 -0.000 0.000 0.001 0.025
avg2_pm 8.491 3.700 12.389 153.480 143.565 0.107 1.474 3.700 9.939
avg2_oc 2.717 2.165 2.220 4.930 31.765 0.369 1.561 2.165 3.088
avg2_so2 0.718 0.715 0.316 0.100 2.883 0.076 0.497 0.715 0.929
avg2_so4 0.949 0.823 0.575 0.331 6.895 0.130 0.579 0.823 1.130
avg2_pblh 788.248 784.570 192.421 37025.762 | 1794.482 | 232.187 672.072 784.570 902.080
avg2_speed 4.302 3.690 1.945 3.784 13.476 1.447 2.905 3.690 5.180
avg2_timl 294.745 293.515 4.381 19.197 303.571 287.789 | 290.691 293.515 299.919
avg2_temperature | 22.161 21.496 4.610 21.249 31.075 14.127 17.746 21.496 27.460
avg5_pm25 2.828 1.396 3.692 13.628 33.773 0.052 0.568 1.396 3.504
avg5_bc 0.355 0.284 0.239 0.057 2.731 0.043 0.222 0.284 0.394
avg5_dms 0.018 0.001 0.030 0.001 0.247 -0.000 0.000 0.001 0.026
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avg5_pm 8.491 4.002 11.483 131.865 116.409 0.147 1.634 4.002 10.479
avg5_oc 2.717 2.199 2.077 4.313 27.707 0.452 1.594 2.199 3.084
avg5_so2 0.717 0.730 0.293 0.086 1.907 0.090 0.520 0.730 0.927
avg5_so4 0.949 0.841 0.510 0.260 5.197 0.153 0.610 0.841 1.128
avg5_pblh 788.269 793.527 175.938 30954.133 | 1621.148 | 278.303 | 685.592 793.527 895.896
avg5_speed 4.302 3.729 1.876 3.521 12.641 1.705 2.979 3.729 5.102
avg5_timl 204.746 | 293.494 4.368 19.076 303.076 | 288.398 | 290.677 293.494 299.989
avg5_temperature | 22.161 21.553 4.597 21.132 30.643 14.895 17.702 21.553 27.540
avg7_pm25 2.828 1.454 3.546 12.576 29.326 0.066 0.602 1.454 3.576
avg7_bc 0.355 0.285 0.234 0.055 2.524 0.045 0.224 0.285 0.394
avg7_dms 0.018 0.001 0.030 0.001 0.226 -0.000 0.000 0.001 0.027
avg7_pm 8.491 4.186 11.084 122.852 101.785 0.179 1.712 4.186 10.630
avg7_oc 2.717 2.212 2.019 4.074 25.880 0.496 1.609 2.212 3.090
avg7_so2 0.717 0.734 0.287 0.082 1.882 0.097 0.527 0.734 0.924
avg7_so4 0.949 0.846 0.487 0.237 4.774 0.155 0.623 0.846 1.126
avg7_pblh 788.265 795.434 171.308 29346.545 | 1493.643 | 302.017 | 689.330 795.434 894.351
avg7_speed 4.303 3.749 1.853 3.432 12.517 1.783 3.006 3.749 5.079
avg7_timl 294.746 | 293.489 4.362 19.030 302.834 | 288.546 | 290.671 293.489 300.024
avg7_temperature | 22.162 21.544 4.592 21.089 30.341 15.080 17.696 21.544 27.561
diabetes_prev 10.343 10.008 2.805 7.871 17.509 4.884 8.016 10.008 12.620
hipertension_prev | 33.431 31.849 7.705 59.362 53.785 16.171 27.843 31.849 39.171

2.3.3. Analisis de Correlacion

En la figura 8 se puede observar que existe correlacion lineal entre varias de las variables del

conjunto de datos.
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Adicionalmente, en la figura 9 se puede observar que existe correlacién no lineal entre varias

de las variables del conjunto de datos, por ende, vemos que en el conjunto de datos existe

correlacion lineal y no lineal, lo que nos lleva a concluir que los datos estan bastante

relacionados
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Figura 9. Gréfica de correlacién

Fuente: Elaboracion propia



2.3.4. Visualizacion de los Datos

Finalmente, se construyeron diferentes graficas con el objetivo de tener un punto de vista mas

visual y no solo numeérico, de algunas variables del conjunto de datos. Estas visualizaciones se

presentan en las figuras 10 y 11.
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3. CAPITULO 3: PREPROCESAMIENTO Y TRANSFORMACION DE DATOS

En este tercer capitulo se describe la preparacion de los datos: Se organizan, corrigen y/o
eliminan datos atipicos, duplicados, inconsistentes y/o corruptos con el objetivo de definir el

conjunto de datos final y asi seleccionar las particiones de entrenamiento y pruebas
3.1. Eliminacion de Datos Duplicados

Al validar el conjunto de datos se evidencio que este no contaba con registros duplicados, sin
embargo, al graficar las variables, se observd que las siguientes columnas contaban con la

misma informacion:

° “pm25” y “pm”
° “bC” y “OC”

e “timl”y “temperature”

La unica diferencia entre esas variables es la escala de medicidén, como se puede observar en
la figura 12, por lo cual se considera que no afectaria el analisis el hecho de eliminar alguno de

ellos; por esa razén, se decidio eliminar las variables: “pm”, “bc” y “temperature”
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Figura 12. Histogramas datos duplicados
Fuente: Elaboracion propia
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3.2. Gestion de Datos Atipicos

Para validar los datos atipicos se utilizd el criterio del Rango Intercuartilico (IQR). En este
enfoque se utilizan los percentiles 0.25 y 0.75 (hallados previamente), y luego se multiplica por
10 en la parte superior y/o inferior (segun sea el caso) del rango intercuartilico para seleccionar
los outliers mas extremos. Esto ayuda a identificar valores atipicos muy extremos mientras se

preserva la informacion valiosa. El resultado de este proceso se observa en la tabla 10.

Tabla 10. Valores atipicos
Fuente: Elaboracion propia

VARIABLE OUTLIERS
oc 93
pm25 52
so4 10
dms 2
s02 0
pblh 0
speed 0
timl 0
diabetes prev 0
hipertension_prev 0
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Figura 13. Boxplots datos atipicos
Fuente: Elaboracion propia

Se evidenciaron algunas variables con registros atipicos, sin embargo, estos valores no se

consideran errores de medicion, sino que representan informacion valida pero excepcional. La
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variabilidad en las variables es normal debido a la naturaleza de estas, no obstante, como se
puede observar en la figura 13, se graficaron diagramas de BoxPlot, para cada una de las

variables que arrojaron outliers, con el fin de confirmar esta afirmacion.

Al validar los BoxPlot graficados, se comprobd que los valores atipicos encontrados no se
consideran errores de medicion. Estos valores atipicos pueden contener informacion valiosa ya
que, si bien se pueden considerar raros, son validos dentro del contexto del problema. Por lo
anterior, en lugar de eliminarlos o transformarlos, se optd por incluirlos en el analisis y tener en

cuenta su impacto en los resultados.

3.3. Gestion de Datos Inconsistentes y/o Corruptos

Se determind que los datos contenidos en las columnas "top", "nombre_municipio”, "fecha" y
"periodo" del conjunto de datos, no eran relevantes para los entrenamientos que se pretendian
realizar ya que estos datos no aportan a la hora de alcanzar los objetivos esperados y podrian

generar sesgos si se incluyeran en el modelo; por tal motivo se decidié eliminarlos.

Adicionalmente, se evidencio que para la variable objetivo “excesos” se debia utilizar el método
“stratify” al momento de hacer split de los datos de prueba y entrenamiento, esto debido a que

se pudo identificar un pequefio desbalance entre las clases de la variable (0 y 1).
3.4. Seleccion de Particiones de Entrenamiento y Pruebas

Luego de ejecutar el proceso de preparacién y limpieza de datos, el conjunto de datos final

quedd transformado de la siguiente manera:

e El conjunto de datos definitivo para procesar cuenta con 29.220 registros y 36 variables:
34 de tipo flotante, 2 de tipo entero y ninguno de tipo objeto (o cadena). Las variables
finales se pueden observar en la tabla 11.

¢ Debido a que no quedd ninguna variable de tipo objeto, no es necesario realizar ningun
proceso de preprocesamiento o transformacion de datos para ejecutar el entrenamiento

e Se eliminaron las columnas “pm”, “bc”, “temperatura”, “avg2_pm”, “avg5 _pm”,
“‘avg7_pm?”, “avg2_bc”, “avgd_bc”, “avg7_bc”, “avg2_temperature”, “avg5_temperature” y

“avg7_temperature” dado que se contaba con otras columnas con los mismos datos



43

e Se conservaron los valores atipicos ya que estos pueden contener informacién valiosa
debido a que estos son validos dentro del contexto del problema y no parecen afectar los
resultados esperados del proyecto

e Se evidencio que la variable objetivo “excesos” esta ligeramente desbalanceada por lo
que se ve necesario estratificar su informaciéon a la hora de particionar el conjunto de
datos

e Se eliminaron las columnas “top”, “nhombre_municipio”, “fecha” y “periodo” dado que su

informacion no era relevante para el analisis que se pretende realizar

Tabla 11. Conjunto de datos preprocesado
Fuente: Elaboracion propia

VARIABLES
codigo_municipio | avg2 so2 avg5_timl
pm25 avg2_so4 avg7_pm25
dms avg2 pblh avg7_dms
oc avg2 speed | avg7 oc
s02 avg2_timl avg7_so2
so4 avgb_pm25 | avg7_so4
pblh avg5_dms avg7_pblh
speed avg5 oc avg7_speed
timl avg5_so2 avg7_timl
avg2 pm25 avg5_so4 excesos
avg2 dms avg5 pblh diabetes prev
avg2 oc avg5_speed | hipertension_prev

Con estos resultados se procedié a crear los conjuntos de entrenamiento y prueba para
variables (X) y variable objetivo (y), con una proporcién de 70% de los datos para entrenamiento,

30% de los datos para prueba y estratificacion en “y”, quedando como resultado:

¢ Numero de muestras en entrenamiento: 20.454

e NuUmero de muestras en prueba: 8.766

¢ Numero de caracteristicas: 35

e Distribucion de clases en entrenamiento: [11.730, 8.724]

e Distribucion de clases en prueba: [5.027, 3.739]
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4. CAPITULO 4: ENTRENAMIENTO DE MODELOS

En este cuarto capitulo se realiza el disefio y entrenamiento de los modelos: Se definen las
técnicas de ML utilizadas, se detalla el proceso de construccion de cada uno de los modelos y

se definen las métricas de evaluacion ejecutadas para cada uno de los modelos obtenidos
4.1. Especificacion de Técnicas de ML a Utilizar

Las técnicas de ML utilizadas para entrenar los modelos se describen a continuacién,

incluyendo sus hiperparametros, ventajas y desventajas principales:
4.1.1. K-Vecinos mas Cercanos (KNN)

e Descripcion: Es un algoritmo basado en la similitud. Para clasificar un dato nuevo, el
modelo busca los “k” puntos de datos mas cercanos en el espacio y asigna el dato a la
clase mas comun entre estos vecinos (IBM, 2025a).

e Ventajas: Facil de implementar y entender; funciona bien en problemas donde las clases
son separables espacialmente.

e Desventajas: Sensible a datos desbalanceados y al ruido en los datos. Su rendimiento
disminuye con grandes conjuntos de datos debido a su alta complejidad computacional.

e Hiperparametros: Numero de vecinos mas cercanos (n_neighbors)
4.1.2. Arboles de Decisién (DT)

e Descripcién: Es un algoritmo que construye un arbol de decisiones basado en divisiones
secuenciales de los datos, utilizando métricas como la ganancia de informacion o el
indice Gini. Cada nodo representa una condicion y las hojas corresponden a las clases
(IBM, 2025b).

e Ventajas: Interpretacion intuitiva, buena capacidad para manejar datos categoricos vy
continuos.

e Desventajas: Puede sobre ajustarse facilmente si no se limita la profundidad del arbol.

e Hiperparametros: Profundidad maxima del arbol de decision (max_depth)
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4.1.3. Aumento de Gradiente Extremo (XGB)

e Descripcion: Es un algoritmo que realiza una implementacién optimizada de otro
algoritmo conocido como “Aumento de Gradiente”. Construye multiples arboles de
decision en secuencia, minimizando el error de los modelos anteriores (IBM, 2025c).

e Ventajas: Alta precision, manejo eficiente de datos desbalanceados y compatibilidad con
datos heterogéneos.

e Desventajas: Requiere un ajuste cuidadoso de hiperparametros y puede ser
computacionalmente intensivo.

e Hiperparametros: Profundidad maxima del arbol de decisién (max_depth), nimero total

de arboles (n_estimators) y taza de aprendizaje (learning_rate)
4.1.4. Redes Neuronales Multicapa (MNN)

e Descripcion: Red neuronal compuesta por una capa de entrada, una o mas capas
ocultas y una capa de salida. Utiliza funciones de activacion no lineales para aprender
representaciones complejas (IBM, 2025d).

e Ventajas: Capaz de modelar relaciones no lineales y patrones complejos en los datos.

e Desventajas: Requiere grandes volumenes de datos para un buen rendimiento y es
sensible a la configuracién de hiperparametros.

e Hiperparametros: Numero de neuronas (units), funcion de activacién (activation),

neuronas a desactivar (dropout) y taza de aprendizaje (learning_rate)
4.2. Definicion de Métricas de Evaluacion para cada Modelo Entrenado
4.2.1. Matriz de confusion

Es una tabla que permite visualizar el desempefio de un modelo, comparando las predicciones

con los valores reales (Ting K, 2017). Muestra las siguientes categorias:

e Verdaderos Positivos (VP): Predicciones positivas correctas.
e Verdaderos Negativos (VN): Predicciones negativas correctas.
e Falsos Positivos (FP): Predicciones positivas incorrectas (Predijo "0" cuando era "1").

e Falsos Negativos (FN): Predicciones negativas incorrectas (Predijo "1" cuando era "0").
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4.2.2. Accuracy

Mide la proporciéon que existe entre las predicciones correctas (VP y VN) y el total de
predicciones (Sammut C & Webb G, 2017).

VP +VN
VP +VN+ FP+FN
Ecuacion 1. Accuracy

Accuracy =

Facil de entender e interpretar pero puede ser engafosa si las clases estan desbalanceadas.
4.2.3. Precision

Proporcion de todas las clasificaciones positivas del modelo que realmente son positivas (Zhang
E & Zhang Y, 2018b).

VP Precisi 1 VN
VP + FN recision(l) = 7y—5p
Ecuacion 2. Precision

Precision(0) =

Util cuando el costo de los FP es alto.
4.2 4. Recall

Proporciéon de todos los positivos reales que se clasificaron correctamente como positivos
(Zhang E & Zhang Y, 2018c).

Recall(0) = Recall(1) =

VP + FP VN + FN
Ecuacion 3. Recall

Util cuando el costo de los FN es alto.
4.2.5. F1-score

Es el promedio armonico entre Precision y Recall (Zhang E & Zhang Y, 2018a).

2 % Precision * Recall

F1 — score =
Precision + Recall

Ecuacion 4. F1-score

Util cuando se necesita un modelo con buen rendimiento tanto en Precision como en Recall.
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4.3. Diseno, Construcciéon y Entrenamiento — KNN
Inicialmente se definié una funcién que ejecutaria los siguientes pasos:

1. Definicidn del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“n_neighbors”; para este caso, se definié un rango de niumeros enteros entre uno y cien

2. Definicion del modelo a entrenar, enviando el valor del hiperparametro previamente
seleccionado

3. Entrenamiento del modelo, enviando los conjuntos de entrenamientos particionados de
Xy oy
Predicciones del modelo, enviando el conjunto de pruebas particionado de “X”

Validacién de métrica a optimizar, enviando el conjunto de pruebas particionado para “y

y las predicciones obtenidas del modelo

Con esta funcion definida, se cred un estudio haciendo uso del framework “Optuna” con el cual
se pretendia hacer la busqueda del mejor hiperparametro para este clasificador, con el fin de
obtener el mejor modelo posible. El estudio pretendia maximizar la métrica definida en la

funcioén, haciendo 100 iteraciones de esta.

La ejecucion del script tardé 152 segundos (3 minutos aproximadamente), en un entorno de
Google Colab acelerado por GPU T4 y al final arroj6 que el mejor hiperparametro para este

clasificador es “n_neighbors = 95” con un score en la métrica seleccionada de “0.70”.
4.4. Diseno, Construccion y Entrenamiento — DT
Inicialmente se definié una funcién que ejecutaria los siguientes pasos:

1. Definicidn del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“‘max_depth”; para este caso, se definié un rango de numeros enteros entre uno y cien

2. Definiciéon del modelo a entrenar, enviando el valor del hiperparametro previamente
seleccionado

3. Entrenamiento del modelo, enviando los conjuntos de entrenamientos particionados de
Xy oy

4. Predicciones del modelo, enviando el conjunto de pruebas particionado de “X”
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5. Validacion de métrica a optimizar, enviando el conjunto de pruebas particionado para “y

y las predicciones obtenidas del modelo

Con esta funcion definida, se cred un estudio haciendo uso del framework “Optuna” con el cual
se pretendia hacer la busqueda del mejor hiperparametro para este clasificador, con el fin de
obtener el mejor modelo posible. El estudio pretendia maximizar la métrica definida en la

funcioén, haciendo 100 iteraciones de esta.

La ejecucion del script tardé 97 segundos (2 minutos aproximadamente), en un entorno de
Google Colab acelerado por GPU T4 y al final arrojé6 que el mejor hiperparametro para este

clasificador es “max_depth = 5” con un score en la métrica seleccionada de “0.71”.
4.5. Diseno, Construccion y Entrenamiento — XGB
Inicialmente se definié una funcién que ejecutaria los siguientes pasos:

1. Definicidn del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“‘max_depth”; para este caso, se definié un rango de numeros enteros entre uno y cien

2. Definicion del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“n_estimators”; para este caso, se definié un rango de numeros enteros entre uno y
doscientos

3. Definicion del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“‘learning_rate”; para este caso, se definié un rango de numeros reales entre 1e-6 y uno
con escala logaritmica

4. Definicién del modelo a entrenar, enviando el valor de los hiperparametros previamente
seleccionados

5. Entrenamiento del modelo, enviando los conjuntos de entrenamientos particionados de
Xy oy
Predicciones del modelo, enviando el conjunto de pruebas particionado de “X”
Validacién de métrica a optimizar, enviando el conjunto de pruebas particionado para “y”

y las predicciones obtenidas del modelo

Con esta funcién definida, se cred un estudio haciendo uso del framework “Optuna” con el cual
se pretendia hacer la busqueda de los mejores hiperparametros para este clasificador, con el
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fin de obtener el mejor modelo posible. El estudio pretendia maximizar la métrica definida en la

funcioén, haciendo 100 iteraciones de esta.

La ejecucion del script tardé 1.610 segundos (27 minutos aproximadamente), en un entorno de
Google Colab acelerado por GPU T4 y al final arrojé que los mejores hiperparametros para este
clasificador son “max_depth = &", “n_estimators = 179" y “learning_rate =
0.02412007556149042” con un score en la métrica seleccionada de “0.711”.

4.6. Diseno, Construccion y Entrenamiento — MNN

Inicialmente se definié una funcion que se encargaria de crear la red neuronal de la siguiente

manera:

1. Una capa de entrada con un “shape = (35,)”

2. Una primera capa densa, conectada con la capa de entrada, que tomara un valor
aleatorio para explorar el hiperparametro “units”

3. Una primera capa de activacion, conectada con la primera capa de densa, que tomara
un valor aleatorio para explorar el hiperparametro “activation”

4. Si el hiperparametro dropout viene, se asignara una capa de abandono con 0.2 de
deshabilitacion de neuronas

5. Una segunda capa densa, conectada con la capa de abandono o la primera capa de
activacién segun corresponda, que tomara un valor aleatorio para explorar el
hiperparametro “units”

6. Una segunda capa de activacion, conectada con la segunda capa de densa, que tomara
un valor aleatorio para explorar el hiperparametro “activation”

7. Una capa de salida, conectada con la segunda capa de activacion, con un “units = 17y
“activation = softmax”

8. Definicidon del modelo a entrenar, enviando el valor de las capas de entrada y salida

9. Una compilacion del modelo, con funcién de pérdida “categorical_crossentropy”,
optimizador “Adam” que tomara un valor aleatorio para explorar el hiperparametro

“‘learning_rate” y definicién de métrica a optimizar

Luego de esto se cred un diccionario para definir los hiperparametros a explorar:
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1. Definicidon del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“‘units”; para este caso, se defini6 un rango de numeros enteros entre 64 y 512, con
variacion en multiplos de 32

2. Definicion del listado del cual se tomara un valor aleatorio para explorar el hiperparametro
“activation”; para este caso, se definié una lista con “relu”, “sigmoid” y “tanh”

3. Definicion del rango del cual se tomara un valor aleatorio para explorar el hiperparametro
“‘learning_rate”; para este caso se definié un rango de numeros reales entre 1e-4 y 1e-2,

con variacion logaritmica

Luego de tener definida la funcién de creacion de la red neuronal y el diccionarios con los

posibles hiperparametros a explorar, se definié una funcidn que ejecutaria los siguientes pasos:

Seleccion de hiperparametro para la primera capa densa de la red neuronal

Seleccion de hiperparametro para las capas de activacion de la red neuronal

Seleccion de hiperparametro para activar, o no, la capa de abandono de la red neuronal
Seleccion de hiperparametro para la segunda capa densa de la red neuronal

Seleccioén de hiperparametro para la funcion de optimizacion de la red neuronal

ZER U T

Definicién de la red neuronal, enviando el valor de los hiperparametros previamente

seleccionados

Con todo lo anteriormente definido, finalmente se cred un estudio haciendo uso del framework
“Keras Tuner” con el cual se pretendia hacer la busqueda de los mejores hiperparametros para
la red neuronal, con el fin de obtener la mejor red posible. El estudio pretendia maximizar la
métrica definida en la funcion de creacion de la red, haciendo 100 iteraciones para explorar

hiperparametros y entrenando por 100 épocas cada red neuronal.

La ejecucion del script tard6é 32.349 segundos (8 horas y 59 minutos aproximadamente), en un
entorno de Google Colab acelerado por GPU T4 y al final arroj6 que los mejores
hiperparametros para la red neuronal son “units_1 = 352", “activation = relu”, “dropout = false”,
‘units_2 = 192" y “learning_rate = 0.005977728042983696” con un score en la métrica

seleccionada de “0.43".
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5. CAPITULO 5: EVALUACION DE MODELOS

En este quinto capitulo se evaluan y comparan los modelos entrenados: Se muestra el analisis
de resultados ejecutado para comparar las meétricas de evaluacion obtenidas de cada modelo;

con esto se identifico y seleccion6 el modelo que cumple con las expectativas del proyecto.
5.1. Métricas de Desempeio — KNN
De la figura 14 y la tabla 12 podemos interpretar los siguientes resultados:

e Accuracy: El modelo clasifico correctamente el 70.05% de las muestras.

e Precision: El modelo acierta un 64.16% de las veces a la hora de informar si existe un
exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion
ambiental (etiqueta 1) y un 74.86% a la hora de informar que no existe tal exceso
(etiqueta 0).

e Recall: El modelo clasificd correctamente el 67.50% de los dias en los que existe un
exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion
ambiental (etiqueta 1) y el 71.95% de los dias en los que no existe tal exceso (etiqueta
0).

e F1-Score: El modelo tiene un balance del 65.79%, entre Precision y Recall, para los dias
en los que existe un exceso de muertes relacionadas con la exposicién de corto plazo a
la contaminacion ambiental (etiqueta 0) y uno del 73.38% para clasificar los dias en los

qgue no existe tal exceso (etiqueta 1).

Con base en las métricas, podemos determinar que el modelo tiene un buen desempefo
general, especialmente en términos de Recall para la etiqueta 1 y Precision para la etiqueta 0,
lo cual indica que puede ser un buen modelo para identificar si existe (o no existe) un exceso
de muertes relacionadas con la exposicion de corto plazo a la contaminacion ambiental, sin
embargo, el porcentaje de F1-Score no alcanza a superar la tercera parte de la muestra para la
etiqueta 1, lo que indica que el modelo puede tener un ligero sesgo para identificar la mayoria
de los casos y puede equivocarse en mas ocasiones de las esperadas.
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Tabla 12. Métricas de desempefio — KNN

Fuente: Elaboracion propia

METRICA

ECUACION

RESULTADO

3500
Accuracy

3617 + 2524

3617 + 2524 + 1410 + 1215
Ecuacioén 5. Accuracy: KNN

0.7005

1410 3000

2500 Precision

- 2000

3617

3617 + 1215
Ecuacion 6. Precision 0: KNN

0.7486

2524

2524 + 1410
Ecuacion 7. Precision 1: KNN

0.6416

1215

- 1500
Recall

' i
0 1
Prediccion

3617

3617 + 1410
Ecuacion 8. Recall 0: KNN

0.7195

2524

2524 + 1215
Ecuacion 9. Recall 1: KNN

0.6750

Figura 14. Matriz de confusion — KNN
Fuente: Elaboracion propia

F1-Score

2 0.7486 x 0.7195

0.7486 + 0.7195
Ecuacion 10. F1-Score 0: KNN

0.7338

2% 0.6416 x 0.6750

0.6416 + 0.6750
Ecuacion 11. F1-Score 1: KNN

0.6579

5.2. Métricas de Desempeiio — DT

De la figura 15 y la tabla 13 podemos interpretar los siguientes resultados:

Accuracy: El modelo clasificé correctamente el 70.67% de las muestras.

Precision: El modelo acierta un 64.56% de las veces a la hora de informar si existe un

exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion

ambiental (etiqueta 1) y un 75.83% a la hora de informar que no existe tal exceso

(etiqueta 0).

Recall: El modelo clasificd correctamente el 69.27% de los dias en los que existe un

exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion

ambiental (etiqueta 1) y el 71.71% de los dias en los que no existe tal exceso (etiqueta

0).

F1-Score: El modelo tiene un balance del 66.83%, entre Precision y Recall, para los dias

en los que existe un exceso de muertes relacionadas con la exposicién de corto plazo a

la contaminacion ambiental (etiqueta 0) y uno del 73.71% para clasificar los dias en los

qgue no existe tal exceso (etiqueta 1).
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Con base en las métricas, podemos determinar que el modelo tiene un buen desempefio

general, especialmente en términos de Recall para la etiqueta 1 y Precision para la etiqueta O,

lo cual indica que puede ser un buen modelo para identificar si existe (o no existe) un exceso

de muertes relacionadas con la exposicidon de corto plazo a la contaminacion ambiental,

adicionalmente, el porcentaje de F1-Score alcanza a superar ligeramente la tercera parte de la

muestra para ambas etiquetas, lo que indica que el modelo puede tener muchos mas aciertos

que errores a la hora de clasificar.

Fuente: Elaboracion propia

Tabla 13. Métricas de desempefio — DT

METRICA

ECUACION

RESULTADO

3500
Accuracy

3605 + 2590

3605 + 2590 + 1422 + 1149
Ecuacioén 12. Accuracy: DT

0.7067

1422 3000

2500 Precision

-2000

3605

3605 + 1149
Ecuacion 13. Precision 0: DT

0.7583

2590

2590 + 1422
Ecuacion 14. Precision 1: DT

0.6456

- - 1149

- 1500
Recall

| |
0 1
Prediccion

3605

3605 + 1422
Ecuacion 15. Recall 0: DT

0.7171

2590

2590 + 1149
Ecuacion 16. Recall 1: DT

0.6927

Figura 15. Matriz de confusion — DT
Fuente: Elaboracion propia

F1-Score

2 0.7583 ¥ 0.7171

Precision + 0.7171
Ecuacion 17. F1-Score 0: DT

0.7371

2% 0.6456 * 0.6927

0.6456 + 0.6927
Ecuacion 18. F1-Score 1: DT

0.6683

5.3. Métricas de Desempeio — XGB

De la figura 16 y la tabla 14 podemos interpretar los siguientes resultados:

e Accuracy: El modelo clasifico correctamente el 71% de las muestras.

e Precision: El modelo acierta un 64.45% de las veces a la hora de informar si existe un

exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion

ambiental (etiqueta 1) y un 76.86% a la hora de informar que no existe tal exceso

(etiqueta 0).
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e Recall: El modelo clasificé correctamente el 71.38% de los dias en los que existe un
exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion
ambiental (etiqueta 1) y el 70.72% de los dias en los que no existe tal exceso (etiqueta
0).

e F1-Score: El modelo tiene un balance del 67.74%, entre Precision y Recall, para los dias
en los que existe un exceso de muertes relacionadas con la exposicién de corto plazo a
la contaminacion ambiental (etiqueta 0) y uno del 73.66% para clasificar los dias en los

qgue no existe tal exceso (etiqueta 1).

Con base en las métricas, podemos determinar que el modelo tiene un buen desempefio
general, especialmente en términos de Recall para la etiqueta 1 (superando el porcentaje de la
etiqueta 0) y Precision para la etiqueta 0, lo cual indica que puede ser un buen modelo para
identificar si existe (o no existe) un exceso de muertes relacionadas con la exposicion de corto
plazo a la contaminacion ambiental, adicionalmente, el porcentaje de F1-Score alcanza a
superar la tercera parte de la muestra para ambas etiquetas, lo que indica que el modelo puede

entregar resultados confiables y tener muchos mas aciertos que errores a la hora de clasificar.

Tabla 14. Métricas de desemperiio — XGB
Fuente: Elaboracion propia
METRICA ECUACION RESULTADO
2000 3555 + 2669

Accuracy | 3555 4 2669 + 1472 + 1070 0.7100
— Ecuacion 19. Accuracy: XGB

1472 3555

3555 + 1070 0.7686

2500 . . Ecuaciéon 20. Precision 0: XGB
Precision 2669

2669 + 1472 0.6445
Ecuacion 21. Precision 1: XGB

3555

- 1500 3555 + 1472 0.7072

Recall Ecuacion 22. Recall 0: XGB
2669

- 2000

- - 1070

. - i 2669 + 1070 0.7138
Prediccion Ecuacion 23. Recall 1: KNN

Figura 16. Matriz de confusion — XGB 5+ 07686 % 0.7072
Fuente: Elaboracion propia : :

0.7686 + 0.7072 0.7366

F1-Score Ecuacion 24. F1-Score 0: KNN
) 2+ 0.6445 = 0.7138

0.6445 + 0.7138 0.6774
Ecuacion 25. F1-Score 1: KNN
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5.4. Métricas de Desempeiio — MNN

De la figura 17 y la tabla 15 podemos interpretar los siguientes resultados:

e Accuracy: El modelo clasifico correctamente el 42.65% de las muestras.

e Precision: El modelo acierta un 42.65% de las veces a la hora de informar si existe un
exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion
ambiental (etiqueta 1) y un 0% a la hora de informar que no existe tal exceso (etiqueta
0).

e Recall: EI modelo clasifico correctamente el 100% de los dias en los que existe un
exceso de muertes relacionadas con la exposicion de corto plazo a la contaminacion
ambiental (etiqueta 1) y el 0% de los dias en los que no existe tal exceso (etiqueta 0).

e F1-Score: El modelo tiene un balance del 59.80%, entre Precision y Recall, para los dias
en los que existe un exceso de muertes relacionadas con la exposicién de corto plazo a
la contaminacion ambiental (etiqueta 0) y uno del 0% para clasificar los dias en los que

no existe tal exceso (etiqueta 1).

Tabla 15. Métricas de desempefio — MNN
Fuente: Elaboracion propia
METRICA ECUACION RESULTADO
0+ 3739

. | Accuracy 0 + 3739 + 5027 + 0 0.4265
Ecuacion 26. Accuracy: MNN

0

4000 0 + 0 0
Ecuacioén 27. Precision 0:

MNN
3739

3739 + 5027
- 2000 Ecuacién 28. Precision 1: 0.4265

MNN
0

e 0 + 5027 0
Ecuacion 29. Recall 0: MNN
Recall

3739
i i -0

0 1 3739 4+ 0 1

, prediccion y Ecuacion 30. Recall 1: MNN
Figura 17. Matriz de confusion — MNN 2% 0%0

Fuente: Elaboracion propia

3000 Precision

Real

0+0 0
Ecuacién 31. F1-Score 0:
MNN

2+ 04265 %1

04265+1
Ecuacién 32. F1-Score 1: 0.5980

MNN

F1-Score
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Con base en las métricas, podemos determinar que el desempefio del modelo es sumamente

deficiente debido a que no es capaz de clasificar la etiqueta 0.

5.5. Analisis de Resultados: Comparacién de Métricas de Evaluacion de los Modelos

Entrenados

En la figura 18 se puede observar que todos los modelos, salvo el MNN, cuentan con buenos
resultados de prediccion (dejando de lado el desbalance de clases). EIl modelo que mas destaca
(por muy poco) es el XGB

Accuracy de los modelos evaluados

70 A

60

40

Accuracy

30 A

20 A

10 A

KNN DT XGB MNN
Modelo

Figura 18. Accuracy de los modelos evaluados.
Fuente: Elaboracion propia
En la figura 19 se puede observar que todos los modelos, salvo el MNN, cuentan con resultados
practicamente similares de “Precision” para la etiqueta 1 y el XGB es el que mas destaca (por
muy poco) para la etiqueta 0. Se busca evitar la ocurrencia de falsos positivos (FP), es decir,

predecir que algo es positivo cuando en realidad es negativo.
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Precision de los modelos evaluados

80 A
I Etiqueta O
I Etiqueta 1

70 A

60 1

Precision
1

KNN DT XGB MNN
Modelo

Figura 19. Precision de los modelos evaluados.
Fuente: Elaboracion propia
En la figura 20 se pueden observar ligeras diferencias en los resultados de “Recall” para ambas
etiquetas: Se observa que el modelo que mas destaca para la etiqueta 1 es el MNN pero esto
se debe a que el modelo no es capaz de predecir la etiqueta 0, es por esto que el XGB toma su
lugar; para la etiqueta 0 destacan los modelos KNN y DT. Se busca evitar la ocurrencia de falsos

negativos (FN), es decir, predecir que algo es negativo cuando en realidad es positivo

Recall de los modelos evaluados

100 | mmm Etiqueta 0
B Etiqueta 1

Recall

KNN DT XGB MNN
Modelo

Figura 20. Recall de los modelos evaluados.
Fuente: Elaboracion propia
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En la figura 21 se puede observar que todos los modelos, salvo el MNN, cuentan con resultados
practicamente similares de F1-Score (Equilibrio entre Precision y Recall) para la etiqueta O y el

XGB es el que mas destaca (por muy poco) para la etiqueta 1.

F1-score de los modelos evaluados

BN Etiqueta 0
70 B Etiqueta 1

Fl-score
&

KNN DT XGB MNN
Modelo

Figura 21. F1-Score de los modelos evaluados.
Fuente: Elaboracion propia

5.6. Seleccion del Modelo Final

Al analizar cuidadosamente cada una de las métricas de desempefo en cada uno de los
modelos entrenados y, posteriormente, comparar los resultados obtenidos, se evidencia que el
modelo entrenado con XGB muestra un rendimiento mucho mas consistente en todas las
métricas analizadas, para ambas etiquetas; a su vez, en las métricas de F1-Score y Recall se
evidencia que el modelo es ligeramente mejor que los demas, mejorando el desempenio en la
clasificacion de la etiqueta 1. Es por esto que se decide seleccionar dicho modelo como modelo

final para alcanzar el objetivo del proyecto.
5.7. Evaluacion de Resultados con Método de Interpretabilidad

Comprender el proceso de toma de decisiones de un modelo de ML tiende a ser una tarea
sumamente complicada debido a la complejidad de construccion de estos, por esta razén
aparecen los métodos de interpretabilidad, los cuales se centran en comprender el

funcionamiento interno de un modelo de ML.



59

“La interpretabilidad tiene que ver con la transparencia, que permite a los usuarios comprender
la arquitectura del modelo, las caracteristicas que utiliza y cdmo las combina para ofrecer
predicciones” (McGrath A & Jonker A, 2024), esto permite depurar los modelos desarrollados,
detectar sesgos en la construccion y ofrecer interpretaciones con mayor confianza de los

resultados.
Ahora bien, existen varias caracteristicas para la interpretabilidad de los modelos:

¢ Intrinseca vs Post Hoc: La interpretabilidad intrinseca aplica a modelos sencillos ya que
son facilmente interpretables y por tanto no requieren de un analisis a profundidad para
entender su comportamiento, sin embargo, la interpretabilidad post hoc conlleva a aplicar
metodos de interpretacion especializados a los modelos para explicar su
comportamiento. (McGrath A & Jonker A, 2024)

e Global: La interpretabilidad global esta centrada en comprender el comportamiento del
modelo sobre todo el conjunto de datos, mostrando sus patrones y tendencias generales

e Local: La interpretabilidad local esta centrada en explicar las predicciones individuales y

facilitar el entendimiento del por qué el modelo alcanzé esos resultados concretos

Uno de los métodos mas conocidos para interpretabilidad Post Hoc es el de “Shapley Additive
exPlanations” (SHAP). Es una técnica basada en la teoria de juegos que se utiliza para entender
como cada caracteristica de un modelo aporta en su prediccion. A(McGrath A & Jonker, 2024).
Esta técnica asigna un valor a cada caracteristica en funcién de cuanto contribuye para alcanzar

los resultados obtenidos.

Para utilizar esta técnica sobre el modelo final obtenido, existe una libreria con el mismo
nombre, que se puede instalar en Python y con esta se pueden ejecutar analisis de

interpretabilidad tanto locales como globales.
5.7.1. Interpretabilidad Global

Haciendo uso de la funcién “explainer” se crea un explicador SHAP que recibe como entrada el
modelo y los datos de entrenamiento; con estos parametros, SHAP analiza como el modelo usa
los datos y cdmo contribuye cada caracteristica a una prediccion. En la tabla 16 se pueden
observar las 6 variables mas importantes del modelo a la hora de generar predicciones.
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Tabla 16. Importancia de las caracteristicas.
Fuente: Elaboracion propia

FEATURE NOMBRE IMPORTANCIA
0 codigo_municipio 0.7051
18 avg5 dms 0.2837
8 timl 0.2632
26 avg7_dms 0.1961
34 hipertension_prev 0.1727
33 diabetes prev 0.1268

Posteriormente se cre6 un SHAP Summary Plot (figura 22), haciendo uso de la funcién

‘summary_plot”. Este grafico permite entender, de manera visual, qué caracteristicas son mas

importantes para el modelo, como influyen los valores de dichas caracteristicas en las

predicciones y qué efecto tienen los valores altos y bajos sobre los resultados de prediccion.

Del grafico se pueden obtener las siguientes interpretaciones:

codigo_municipio (feature 0): Es la que mayor rango de SHAP values tiene y es la mas
importante a la hora de generar las predicciones. Los SHAP values positivos estan
totalmente decantados a la etiqueta 1; los SHAP values negativos aportan en su gran
mayoria a predicciones de la etiqueta 0 pero un pequefio porcentaje aportan a
predicciones de la etiqueta 1.

avg5_dms (feature 18): Los SHAP values positivos estan totalmente decantados a la
etiqueta 1; los SHAP values negativos aportan en su gran mayoria a predicciones de la
etiqueta 0 pero un pequefo porcentaje aportan a predicciones de la etiqueta 1, en
especial los valores muy bajos.

timl (feature 8): Los SHAP values positivos estan totalmente decantados a la etiqueta 1;
los SHAP values negativos aportan en su gran mayoria a predicciones de la etiqueta 0
pero un muy pequeio porcentaje aportan a predicciones de la etiqueta 1.

avg7_dms (feature 26): Los SHAP values positivos estan totalmente decantados a la
etiqueta 1; los SHAP values negativos aportan en su gran mayoria a predicciones de la
etiqueta 0 pero un muy pequefio porcentaje aportan a predicciones de la etiqueta 1.
hipertension_prev (feature 34): Los SHAP values positivos aportan en proporciones
practicamente iguales a predicciones de la etiqueta 0 y 1, sin embargo, los valores muy
altos aportan siempre a la etiqueta 1; los SHAP values negativos estan totalmente

decantados a la etiqueta 0.
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diabetes_prev (feature 33): Los SHAP values positivos aportan en proporciones
practicamente iguales a predicciones de la etiqueta 0 y 1, sin embargo, los valores muy
altos aportan siempre a la etiqueta 0; los SHAP values negativos estan totalmente

decantados a la etiqueta 1.

High
Feature 0 +——-~’-
Feature 18
Feature 8
Feature 26
Feature 34
Feature 33
Feature 31
Feature 24
Feature 20
Feature 2

Feature 6

Feature value

Feature 27

Feature 32

Feature 10

Feature 23

Feature 12

Feature 14

Feature 21

Feature 28

Feature 4

T T T T T T T Low
-2.0 -1.5 -1.0 -0.5 0.0 0.5 1.0

SHAP value (impact on model output)

Figura 22. SHAP Summary Plot
Fuente: Elaboracion propia
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También se puede observar en la figura 22 que muchas de las caracteristicas tienen poco
impacto en la prediccion y se pueden considerar como posibles candidatas a ser eliminadas si
se quisiera simplificar el modelo; estas caracteristicas se encuentran de la mitad del grafico

hacia abajo y también se pueden incluir las que no estan en el grafico.
5.7.1. Interpretabilidad Local

Otro grafico que se puede crear es el SHAP Waterfall Plot (figuras 23 y 24), haciendo uso de la
funcién “waterfall”. Este grafico permite entender, de manera visual, como cada una de las
caracteristicas, para una prediccidon concreta, ajusta la decision final (predecir etiqueta 0 0 1)

dependiendo su SHAP value, partiendo del valor base del modelo.

Feature 8 m ‘eature 34
‘eature 33 ﬁ ‘eature 18 -0.14
‘eature 31 —=0:22 . Feature 8 +0.1
‘eature 34 ' +0.17 ‘eature 21 +0.1
‘eature 14 -0.13 . ‘eature 33 . +0.06
‘eature 20 -0.12 ' ‘eature 27 ' +0.05
‘eature 23 -0.08 ‘ ‘eature 31 -0.04 .
‘eature 24 -0.07 ‘ ‘eature 26 -0.04 '
ir features «r features ' +0.05
-45 -40 -35 -30 -25 -20 -15 -10 0.6 0.4 0.2 0.0 02
ETfX)] ETA(X)]
Figura 23. SHAP Waterfall Plot - Etiqueta 0 Figura 24. SHAP Waterfall Plot - Etiqueta 1
Fuente: Elaboracion propia Fuente: Elaboracion propia

En la figura 23 se puede observar como el valor final de esa prediccion fue “-4.438” lo que indica
que esa prediccion pertenece a la etiqueta 0; a este resultado se llega debido a que todas las
caracteristicas, salvo la feature 34 (hipertensién_prev), tienen SHAP values negativos, es decir:
Si se suman todos los aportes de SHAP values de cada caracteristica, al ser todos valores
negativos, menos uno, el resultado va a ser negativo; cuando se suma el valor positivo, este es

muy pequeno y su efecto se pierde, por tanto la prediccion queda en la clase 0.

Ahora bien, en la figura 24 se puede observar el caso contrario: El valor final de esa prediccién

fue de “0.245” y esto indica que pertenece a la etiqueta 1; al igual que antes, a este resultado
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se llega debido a que la gran mayoria de las caracteristicas tienen SHAP value positivo y los

valores negativos no alcanzan a contrarrestar, por tanto la prediccion queda en la clase 1.

Es importante resaltar que, al comparar las dos predicciones (figuras 23 y 24), se observa que
en la primera, el modelo esta practicamente seguro de que el resultado pertenece a la etiqueta
1 debido a que el valor final de prediccion esta bastante retirado del valor base, en cambio, en
la segunda, el valor final de prediccion esta bastante cerca del valor base, esto nos puede
indicar que el modelo no esta completamente seguro de la prediccion realizada y puede haber

un sesgo.

Este analisis se puede aplicar a cada prediccién realizada por el modelo y es util ya que permite
contrastar los resultados de la prediccion vs los datos proporcionados al modelo para hacer la
prediccién, lo cual facilita la toma de decisiones debido a que se tiene el contexto de ambos

escenarios y asi se pueden eliminar los sesgos que pueda llegar a tener el modelo.

Finalmente se crearon varios graficos SHAP Dependence Plot (figuras 25 y 26), haciendo uso
de la funcion “dependence_plot”, para cada una de las variables ambientales y epidemiologicos
recolectadas para la creacion de los modelos. Este grafico permite entender, de manera visual,
como cada una de las caracteristicas afecta la prediccion del modelo y con cual de las demas

caracteristicas interactua fuertemente.
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Figura 25. SHAP Dependence Plots - Variables epidemiolégicas
Fuente: Elaboracion propia
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Fuente: Elaboracion propia
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Del grafico se pueden obtener las siguientes interpretaciones:

e pm25 (feature 1): Valores muy bajos tienden a decantar la prediccion por la etiqueta 0;
a medida que aumentan los valores, las predicciones van creciendo hacia la etiqueta 1;
se relaciona principalmente con la feature 34 (hipertension_prev) y valores muy altos en
esta variable decantan la prediccion a la etiqueta 1, siempre que los valores de pm25
sean elevados

e dms (feature 2): Valores muy bajos tienden a decantar la prediccion por la etiqueta 0; a
medida que aumentan los valores, las predicciones van creciendo hacia la etiqueta 1; se
relaciona principalmente con la feature 0 (codigo_municipio) y valores muy altos en esta
variable decantan la prediccién a la etiqueta 0, cuando los valores de dms no son bajos

e oc (feature 3): Valores muy bajos tienden a decantar la prediccion por la etiqueta O y, a
medida que aumentan los valores, las predicciones se mantienen; se relaciona
principalmente con la feature 33 (diabetes_prev) y valores muy altos en esta variable
ayudan a decantar aun mas la prediccion a la etiqueta 0, a medida que los valores de oc
van creciendo

e so2 (feature 4): Valores muy bajos tienden a decantar la prediccion por la etiqueta 0; a
medida que aumentan los valores, van cambiando las predicciones entre la etiqueta O y
la 1; se relaciona principalmente con la feature 34 (avg7_timl); valores muy bajos de so2
y altos de avg7_timl decantan la prediccion hacia la etiqueta 0; a medida que van
subiendo los valores de so2 y se mantienen altos los de avg7_timl, la prediccién se
decanta a la etiqueta 1

e so4 (feature 5): Valores muy bajos tienden a decantar la prediccién por la etiqueta 0 vy,
a medida que aumentan los valores, las predicciones se tienden a mantener; se relaciona
principalmente con la feature 5 (avg5_timl) y valores muy altos en esta variable ayudan
a decantar aun mas la prediccion a la etiqueta 0, a medida que los valores de so4 van
creciendo

e pblh (feature 6): Valores muy bajos tienden a decantar la prediccion por la etiqueta 1y,
a medida que aumentan los valores, las predicciones van creciendo hacia la etiqueta 1;

se relaciona principalmente con la feature 0 (codigo_municipio) y valores muy altos en
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esta variable decantan la prediccion a la etiqueta 0, cuando los valores de pblh no son
bajos

speed (feature 7): Valores muy bajos van cambiando las predicciones entre la etiqueta
0 y la 1; a medida que aumentan los valores, se va decantando la prediccion hacia la
etiqueta 0; se relaciona principalmente con la feature 8 (timl) y valores muy altos en esta
variable ayudan a decantar aun mas la prediccion a la etiqueta 0, a medida que los
valores de speed van creciendo

timl (feature 8): Valores muy bajos tienden a decantar la prediccion por la etiqueta 0; a
medida que aumentan los valores, las predicciones se van decantando hacia la etiqueta
1 de manera lineal; se relaciona principalmente con la feature 0 (codigo_municipio);
valores muy bajos de timl y bajos de codigo_municipio decantan la prediccién hacia la
etiqueta 0; a medida que van subiendo los valores de timl y se mantienen bajos los de
codigo_municipio, la prediccion se decanta a la etiqueta 1

diabetes_prev (feature 33): Valores muy bajos tienden a decantar la prediccion por la
etiqueta 1; a medida que aumentan los valores, las predicciones se van decantando
hacia la etiqueta 0 de manera lineal; se relaciona principalmente con la feature 16
(avg2_timl); valores muy bajos de avg2 tlml mientras los de diabetes prev van
creciendo, ayudan a decantar la prediccion hacia la etiqueta 0

hipertension_prev (feature 34): Valores muy bajos tienden a decantar la prediccién por
la etiqueta 0; a medida que aumentan los valores, las predicciones se van decantando
hacia la etiqueta 1 de manera lineal; se relaciona principalmente con la feature 32
(avg7_timl) y valores muy altos en esta variable decantan la prediccion a la etiqueta 1, a

medida que los valores de hipertension_prev van creciendo

De todo lo anterior se sacan datos interesantes ya que se comprueba que existe una relacion

entre “pm25” e “hipertension_prev” y, adicionalmente, se observa que los valores de “timl” son

de valor para el modelo ya que se relacionan con bastantes caracteristicas.
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6. CAPITULO 6: CONCLUSIONES Y RECOMENDACIONES
6.1. Conclusiones

En este proyecto se generé un modelo de ML capaz de identificar si existe un exceso en
muertes, de la poblacion mayor de 60 afios, por enfermedades cardiovasculares, causados por

la exposicion de corto plazo al PM2.5.

Para el proceso de creacion del modelo se siguid la metodologia CRISP-DM la cual esta
enfocada en procesos de analisis de datos. En el proceso de recoleccion de datos se encontro
que existen muchas mas variables ambientales que las definidas inicialmente (PM, temperatura
y viento), capaces de modificar la calidad del aire, por lo cual se decidio incluir algunas mas

para garantizar unos mejores resultados y reducir sesgos.

Ahora bien, en cuanto a los datos epidemiologicos, se pudo obtener datos de mortalidad en los
territorios seleccionados y la prevalencia que tiene cada enfermedad, en relacion con los
excesos de muertes presentados, pero, como es de esperarse, existen muchisimas
enfermedades de diferentes tipos que se relacionan con la mortalidad, es por esto que solo se
tuvieron en cuenta: la de mayor impacto a nivel general y la de mayor impacto a nivel

cardiovascular.

Una vez recolectados, preprocesados y particionados los datos, se entrenaron distintos
modelos de ML con el objetivo de poder comparar sus resultados de desempeio y asi poder
seleccionar el modelo con mejores resultados. Se evidencio que este proceso es de suma
relevancia ya que algunos de los modelos entrenados no eran capaces de predecir alguna de
las etiquetas y/o tenian un desempeno muy bajo. Es importante seleccionar varias y buenas
métricas de desempefio para entender claramente como se desempefia cada modelo y asi

evitar sesgos a la hora de seleccionar el modelo final.

Finalmente, y como valor agregado al proyecto, se ejecutd un analisis de interpretabilidad el
cual permite entender los resultados obtenidos y asi aportar mas valor a la interpretacion de
resultados. Con este analisis, que permite entender el comportamiento a nivel global y local de

la caracteristicas utilizadas para entrenar los modelos, se evidencio que si existe una relacion
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entre pm25 y la prevalencia de hipertension en relacidn con el exceso de muertes; este

resultado es sumamente valioso ya que este era el objetivo del proyecto.

Es importante recalcar que esta relacion no necesariamente induce a afirmar que exista un
exceso en muertes por enfermedades cardiovasculares, relacionadas con la exposicion de corto
plazo al material particulado PM2.5, pero si nos muestra que este modelo final permite generar

predicciones para responder a dicha incognita.

En sintesis, este proyecto entrega un modelo con un valor de Recall para la etiqueta 0 (No hay
exceso de muertes) de 70.72% y para la etiqueta 1 (Si hay exceso de muertes) de 71.38 lo cual
es equivalente a que el modelo es capaz de acertar 18 de cada 25 veces que se le pregunte.

Es claro que se puede mejorar pero aporta una base sélida para futuras investigaciones.
6.2. Recomendaciones

El proyecto queda en un punto donde se puede

e Reentrenar el modelo final con nuevos datos ejecutando un proceso de refinamiento a
partir de un modelo preentrenado (Fine Tuning)

e Reentrenar los modelos, eliminando algunas de las variables ambientales que no fueron
relevantes (segun el analisis de interpretabilidad ejecutado), con el fin de obtener un
nuevo modelo

e Reentrenar los modelos con mas variables epidemiolégicas (mas variables de
prevalencia de enfermedades)

e Hacer una busqueda de hiperparametros en un ventana mas amplia de valores y épocas

e Enfocar el estudio en un nuevo grupo etario
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