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Resumen 

 

Riesgo de crédito en préstamos de libre inversión: un modelo predictivo multiclase 

para clasificación de default, prepago y pago total 

La gestión del riesgo de crédito es una de las tareas más importantes para las entidades 

originadoras de créditos, para lo cual la comprensión del nivel de riesgo de cada cliente y 

de cada cartera es fundamental. Una evaluación exhaustiva del riesgo crédito permite 

determinar la suficiencia de las reservas que las entidades bancarias deben tener para 

cubrir posibles pérdidas, para lo cual se requiere una alta precisión en la medición del 

riesgo. En este sentido, todo lo que genere incertidumbre respecto a la operación de 

crédito debe ser considerada, incluyendo la probabilidad de default, pero también la 

probabilidad de prepago del crédito. El prepago o la amortización del capital de un crédito, 

genera un nuevo cronograma de pagos y reduce el monto de los intereses totales a pagar 

lo cual afecta el capital de deuda. Para las entidades de crédito es importante estimar la 

probabilidad de que un cliente prepague un crédito, ya que esto no solo ayuda a evaluar 

su capacidad de pago mejorando la evaluación del riesgo crédito, sino que también genera 

incertidumbre sobre la madurez efectiva de los créditos otorgados lo que puede tener 

diversas repercusiones en su situación financiera. Por lo anterior, no solo el riesgo de 

default debe ser cuantificado y gestionado, sino que también lo debe ser el riesgo de 

prepago. Este trabajo usa un modelo predictivo multiclase para clasificación de default, 

prepago y pago total, el cual se basa en métodos de machine learning. Los resultados 

muestran que el mejor modelo fue el Gradient Boosting con oversampling incluyendo 

variables macroeconómicas. Esto muestra que un modelo que logre captar factores de 

riesgo sistémico mejora su capacidad predicción. 

Clasificación JEL: G32, C53, G21. 

Palabras clave: riesgo de crédito, riesgo de prepago, riesgo de default, machine learning, 

créditos de libre inversión. 
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Abstract 

 

Credit risk in unrestricted personal loans: a multiclass predictive model for 

classifying default, prepayment, and full repayment 

Credit risk management is one of the most important tasks for credit-originating institutions, 

for which understanding the risk level of each client and each portfolio is essential. A 

thorough evaluation of credit risk allows for determining whether the reserves that banking 

institutions must hold are sufficient to cover potential losses, which requires high precision 

in risk measurement. In this regard, any factor that introduces uncertainty in the credit 

operation must be considered, including not only the probability of default, but also the 

probability of loan prepayment. 

The prepayment or amortization of a loan’s principal results in a new payment schedule 

and reduces the total amount of interest to be paid, which affects the outstanding debt 

capital. For credit institutions, estimating the probability that a customer will prepay a loan 

is important, as it not only helps assess the client’s repayment capacity—thereby improving 

credit risk evaluation—but also introduces uncertainty about the actual maturity of the 

issued loans, which can have various implications for the institution’s financial position. 

Therefore, not only default risk must be quantified and managed, but also prepayment risk. 

This study employs a multiclass predictive model for classifying default, prepayment, and 

full repayment, based on machine learning methods. The results show that the best-

performing model was Gradient Boosting with oversampling, including macroeconomic 

variables. This demonstrates that a model capable of capturing systemic risk factors 

enhances its predictive performance. 

Clasification JEL: G32, C53, G21. 

Keywords: Credit risk, prepayment risk, default risk, machine learning, unrestricted 

personal loans.  
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Introducción 

 

El riesgo de crédito hace referencia a la posibilidad de que un prestatario incumpla con sus 

obligaciones de pago, generando pérdidas para las entidades financieras. Su adecuada 

gestión resulta fundamental, ya que constituye una amenaza directa para la estabilidad y 

rentabilidad del sistema financiero (Siddique et al., 2022; Roy & Vasa, 2025). En Colombia, 

donde aproximadamente el 63 % de los activos bancarios están concentrados en cartera 

de créditos (World Bank, 2021), su control es clave para evitar deterioros en la rentabilidad 

y preservar la solidez del sistema. Además, en el segmento de créditos de consumo, los 

índices de morosidad suelen ser superiores a los observados en los préstamos 

comerciales, lo que obliga a las entidades financieras a aplicar criterios más rigurosos en 

las políticas de originación y seguimiento. 

Tradicionalmente, el riesgo crediticio se ha abordado a través del análisis del default, es 

decir, la incapacidad del cliente para pagar, donde los enfoques clásicos de riesgo utilizan 

principalmente técnicas estadísticas como la regresión logística para estimar esta 

probabilidad y así segmentar a los solicitantes en “buenos” o “malos” según su propensión 

a incumplir (Zhao & Zou, 2021). Sin embargo, existe otro evento crítico: el prepago, que 

ocurre cuando el cliente paga anticipadamente su obligación, aunque no genera pérdidas 

por mora, sí afecta los ingresos proyectados por intereses, la planeación de flujos y la 

rentabilidad (Li et al., 2019), por lo cual ignorar este evento limita la comprensión del riesgo 

total asociado a la cartera de consumo. 

En los últimos años se han propuesto modelos multiclase que clasifican los créditos según 

su desenlace (default, prepago o pago total), estos modelos permiten segmentar a los 

clientes con mayor precisión, anticipar riesgos diversos y diseñar estrategias diferenciadas 

para cada grupo (Tuysuz, 2024), de manera que se pueda mejorar la planificación de 

liquidez, cobranza y fidelización de clientes. 
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Tradicionalmente, para este tipo de análisis, se ha utilizado la regresión logística como una 

herramienta dominante por su interpretabilidad y facilidad de implementación, no obstante, 

tiene limitaciones en entornos con relaciones no lineales o múltiples categorías de salida. 

En ese sentido el uso del machine learning ha permitido superar estas barreras, empleando 

modelos como árboles de decisión, métodos de ensamble y redes neuronales que detectan 

patrones complejos sin suposiciones rígidas sobre los datos (Probst et al., 2019; 

Sivakulasingam et al., 2024). 

Con base en lo anterior, este trabajo aplica un modelo multiclase de machine learning a 

una base de datos con 2.443 créditos de libre inversión otorgados por un establecimiento 

de crédito en Colombia, originados en el año 2015 y analizando el comportamiento hasta 

febrero de 2020; con variables de cliente, características del préstamo y datos 

macroeconómicos.  

Al comparar trece algoritmos, se encuentra que el mejor desempeño lo ofrece el modelo 

XGBoost (Extreme Gradient Boosting), el cual logra una mejora del F1-Score en default y 

una mayor capacidad para predecir prepagos, integrando con eficacia factores 

macroeconómicos como desempleo y tasas de interés. Los hallazgos confirman que el uso 

de machine learning en un modelo multiclase mejora la comprensión del riesgo crediticio 

en créditos de libre inversión y representa una herramienta eficaz para la gestión integral 

del riesgo de crédito. 

El presente trabajo se encuentra organizado en cuatro apartados: en la sección 1 se realiza 

una revisión de literatura relacionada con el riesgo de default y prepago, una 

caracterización del riesgo de crédito en la operación de los establecimientos de crédito y 

la importancia del crédito libre inversión en Colombia; en la sección 2 se describe la 

metodología empleada, detallando las características del conjunto de datos utilizado, las 

técnicas de preprocesamiento aplicadas y el diseño del modelo predictivo; en la sección 3 

se presentan y analizan los resultados obtenidos; y finalmente, la sección 4 expone las 

conclusiones del trabajo junto con las recomendaciones.  



 

1.  Marco teórico 

1.1 Revisión de literatura 

En la literatura económica y financiera, el riesgo de default y el riesgo de prepago han sido 

históricamente tratados como fenómenos independientes, a pesar de su relación 

estructural en productos crediticios como los préstamos de consumo e hipotecas. El riesgo 

de default hace referencia a la posibilidad de que un prestatario no cumpla con sus 

obligaciones contractuales de pago, generando pérdidas para la entidad financiera. Por su 

parte, el prepago representa el pago anticipado total o parcial de la deuda, lo que afecta el 

flujo de ingresos esperados por la institución, especialmente cuando existen tasas fijas o 

costos iniciales no amortizados. Este enfoque tradicional, de modelar ambos eventos por 

separado, ha sido dominante en la mayoría de los estudios de riesgo crediticio (Agarwal, 

Driscoll, Gabaix & Laibson, 2009; Elul, 2006). 

Así pues, diversos autores han resaltado que estos riesgos son mutuamente excluyentes: 

si un crédito se prepaga, no puede caer en incumplimiento, y viceversa. Aun así, muchos 

modelos de scoring de riesgo y de pricing crediticio no contemplan esta exclusión de forma 

explícita. Esta desconexión metodológica puede derivar en errores de estimación, 

especialmente en escenarios donde la probabilidad de prepago es elevada, como en 

períodos de bajas tasas de interés o refinanciación masiva. Según Tuysuz (2024), la 

omisión de uno de los riesgos al modelar el otro puede llevar a sobrestimar o subestimar 

el riesgo verdadero, impactando decisiones de originación, provisión y capital regulatorio. 

Por lo anterior en esta sección se realiza una revisión de literatura de los últimos años en 

tres enfoques: el primero aborda únicamente producción académica relacionada con el 

riesgo de default; el segundo abarca literatura concerniente al riesgo de prepago; y el 

tercero se ocupa de las investigaciones que tratan el riesgo de default y de prepago 

simultáneamente. 



4  

 

Literatura sobre riesgo de default 

El riesgo de crédito ha sido ampliamente investigado, particularmente enfocado en la 

predicción del default, dentro del ámbito financiero, dada su utilidad para anticipar crisis, 

prevenir pérdidas sistémicas y optimizar la asignación de capital.  

Al respecto, Lee y Sohn (2021) introducen un modelo probit espacial para evaluar el riesgo 

de default de los prestatarios, considerando la influencia de las características de los 

solicitantes y su proximidad geográfica, argumentando que los modelos tradicionales de 

puntuación crediticia a menudo ignoran las relaciones entre los solicitantes, lo que puede 

llevar a evaluaciones inexactas del riesgo.  

Ye et al. (2022), investigaron la utilidad de los Credit Default Swaps (CDS) como 

herramienta para anticipar el default corporativo en Estados Unidos a través de un análisis 

de regresión y pruebas de robustez, demostrando que los spreads de CDS a cinco años 

contienen información predictiva significativa validando su uso como señal temprana de 

deterioro crediticio.  

Por su parte, Naili M., et al. (2022), estudiaron los determinantes de los préstamos no 

productivos (NPLs) en bancos de mercados emergentes, encontrando como factores clave 

las variables macroeconómicas (PIB, desempleo, inflación) y características internas del 

banco (capitalización, eficiencia) resaltando la necesidad de enfoques diferenciados para 

estudiar el default en contextos menos desarrollados. 

Por otro lado, Alvi, et al. (2024) presentan una revisión sistemática de los modelos de 

predicción del default desarrollados entre 2015 y 2024, donde identifican una evolución 

desde métodos estadísticos tradicionales hacia enfoques híbridos e inteligentes, como el 

machine learning y las redes neuronales, sin embargo, afirman que la falta de 

estandarización en las metodologías utilizadas limita la aplicabilidad global de los 

resultados.  

Asimismo, Chan-Lau et al. (2024), presenta un modelo de aprendizaje automático de 

frecuencia mixta para evaluar en tiempo real el riesgo de default de empresas privadas, 

por medio del uso de datos de empresas que cotizan en bolsa, integrando señales de 

angustia del mercado con indicadores financieros y macroeconómicos de baja frecuencia, 
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lo cual demostró que este enfoque mejora la capacidad de monitorear y predecir el riesgo 

de default en empresas privadas. 

Finalmente, Pereda (2025) utiliza un enfoque basado en redes para modelar el riesgo 

sistémico y las cascadas de default en mercados de acciones globales, enfocándose en 

activos de Brasil y mercados desarrollados entre 2015 y 2025. Las simulaciones muestran 

que los activos brasileños presentan mayores riesgos de cola y son más propensos a 

cascadas de default, mientras que los mercados desarrollados exhiben mayor resiliencia. 

Como se observa, la literatura reciente sobre riesgo de crédito enfocada en default muestra 

una transición hacia modelos predictivos más avanzados y una creciente integración de 

factores estructurales, macroeconómicos y de mercado, sin embargo, persisten desafíos 

metodológicos y de estandarización que deben ser abordados para lograr predicciones 

robustas y globalmente comparables, así como también se destaca la necesidad de 

enfoques específicos para los mercados emergentes, donde el contexto económico y 

regulatorio influye significativamente en el riesgo de crédito. 

Literatura sobre riesgo de prepago 

El análisis del prepago ha sido históricamente menos abordado en comparación con el 

riesgo de default. Mientras que la literatura ha desarrollado modelos robustos para predecir 

el incumplimiento crediticio, el fenómeno del prepago ha sido considerado, en muchos 

casos, como un evento exógeno o como un ruido estadístico. Sin embargo, investigaciones 

como la de Agarwal, Driscoll, Gabaix y Laibson (2006) evidencian que el prepago es un 

comportamiento sistemático influenciado por factores como la edad, la tasa de interés 

contractual, la posibilidad de refinanciación y las condiciones del mercado. 

Ahora bien, investigaciones más recientes como la de Chernov et al. (2016), en la cual 

desarrollaron un modelo de valoración de títulos respaldados por hipotecas (MBS) que 

incorpora el riesgo de prepago impulsado por factores macroeconómicos, a través de un 

enfoque de no arbitraje con tres factores, estimando así una función de prepago implícita 

a partir de los precios de mercado de los MBS. Los autores encontraron que las tasas de 

prepago implícitas son generalmente más altas que las tasas de prepago observadas 

empíricamente, lo que indica la presencia de primas de riesgo asociadas al prepago, de 
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manera que este enfoque permite identificar los factores macroeconómicos que el mercado 

considera más relevantes en la determinación del riesgo de prepago.  

Por su parte, Gerardi et al. (2020) analizaron cómo el comportamiento de prepago en 

hipotecas difiere entre grupos raciales en Estados Unidos, demostrado que incluso cuando 

los prestatarios afroamericanos e hispanos son elegibles para refinanciar, tienen tasas de 

prepago mucho más bajas que los prestatarios blancos, lo cual sugiere barreras 

estructurales y de acceso que afectan la capacidad de beneficiarse de tasas más bajas, lo 

cual tiene implicaciones en la efectividad de la política monetaria y en la equidad financiera.  

Otro estudio reciente sobre el tema es el trabajo elaborado por Perotti et al. (2022) en el 

cual propusieron un modelo estructural para valorar la opción de prepago de hipotecas 

considerando la incertidumbre comportamental del prestatario. A diferencia de los 

enfoques puramente financieros que suponen decisiones racionales, este modelo 

introduce una capa de comportamiento estocástico que refleja la falta de racionalidad 

perfecta en los consumidores. Los autores aplicaron su enfoque a portafolios hipotecarios 

europeos, mostrando cómo pequeñas variaciones en comportamiento pueden cambiar 

significativamente la exposición al prepago.  

En 2024, Katcher et al., examinaron el comportamiento de prepago en el mercado de 

préstamos para automóviles encontrando que aquellos con plazos más largos (más de 60 

meses) tienen mayores tasas de prepago, y que el nivel de las tasas de interés influye 

significativamente en la decisión de prepagar, basándose en datos del mercado minorista 

de vehículos en Estados Unidos, lo cual sugiere que las entidades financieras deban 

ajustar sus modelos de riesgo para tener en cuenta el prepago en el diseño de sus 

productos y políticas de crédito. 

Literatura sobre riesgo de default y de prepago simultáneamente 

Algunos estudios han mostrado que la exclusión del riesgo de prepago en la modelación 

crediticia puede generar sesgos importantes en la estimación del riesgo total del portafolio. 

Por ejemplo, Elul (2006) indica que no tener en cuenta el prepago puede llevar a 

sobrestimar la probabilidad de default en cohortes de créditos con alta propensión a 

prepagar, como sucede en escenarios de reducción de tasas de interés. Este sesgo tiene 

implicaciones directas en la definición de políticas de originación, provisión y cálculo de 

capital regulatorio.  
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En ese sentido, en los últimos años, diversos estudios internacionales han abordado 

simultáneamente el riesgo de default y prepago mediante enfoques econométricos, 

estadísticos bayesianos y modelos de aprendizaje automático. Es así como Bhattacharya, 

Wilson y Soyer (2017) desarrollaron un modelo bayesiano de riesgos competitivos aplicado 

a datos hipotecarios que permite capturar la incertidumbre inherente en los datos 

crediticios y estimar simultáneamente las probabilidades de default y prepago. Mediante el 

uso de simulaciones por métodos de Monte Carlo, el estudio mostró cómo las 

distribuciones a posteriori de los parámetros mejoran la comprensión del comportamiento 

del prestatario. 

Por otro lado, Li et al. (2019) implementaron un modelo logístico multivariante para predecir 

el comportamiento de prepago e incumplimiento en préstamos no garantizados en 

plataformas digitales a través de la combinación de variables de perfil crediticio y 

macroeconómicas, arrojando como resultado que un análisis conjunto mejora la precisión 

predictiva, además de evidenciar que los determinantes del default y del prepago pueden 

diferir validando así la modelación conjunta. 

Mientras que Doria, Luciano y Semeraro (2022) abordaron el riesgo de default mediante 

técnicas de aprendizaje automático, capturando relaciones no lineales entre las 

covariables, que, aunque se enfocaron en el riesgo de default, sus resultados son 

aplicables al estudio conjunto con el riesgo de prepago. El resultado clave de este estudio 

implica que los modelos de machine learning permiten evaluar carteras de crédito con 

mayor precisión cuando los factores de riesgo interactúan de forma compleja. 

Por su parte, Medina et al. (2023) proponen un modelo conjunto longitudinal y de 

supervivencia con estructura espacio temporal, aplicado a préstamos hipotecarios en 

Estados Unidos para evaluar la evolución temporal y regional en las tasas de default y 

prepago, concluyendo que la inclusión de efectos espaciales mejora sustancialmente el 

ajuste del modelo, siendo relevante para contextos con disparidades regionales. 

Por último, se ha propuesto el uso de modelos de riesgos competitivos (competing risks 

models), que permiten estimar simultáneamente la probabilidad de ocurrencia de múltiples 

eventos mutuamente excluyentes. Estos modelos han sido aplicados con éxito en el 

análisis de préstamos hipotecarios y carteras de consumo, empleando tanto métodos 
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estadísticos clásicos (como regresiones de Cox) como técnicas de aprendizaje automático 

(machine learning). En particular, Tuysuz (2024) revisa modelos como Random Survival 

Forests y DeepHit, que permiten capturar no linealidades e interacciones complejas entre 

las variables explicativas y los eventos de prepago o default. 

En cuanto a literatura relacionada con riesgo de crédito en Colombia durante los últimos 

cinco años, no se identificaron estudios que aborden simultáneamente el riesgo de default 

y prepago en entidades financieras. Sin embargo, se destaca la investigación realizada por 

Borrero y Bedoya (2020) quienes desarrollaron modelos para predecir el riesgo crediticio 

en Colombia utilizando técnicas de inteligencia artificial, incluyendo redes neuronales, 

árboles de decisión y máquinas de soporte vectorial, con el objetivo es identificar clientes 

propensos a incurrir en mora, proporcionando herramientas para la gestión del riesgo en 

entidades financieras, obteniendo como resultado que los árboles de decisión alcanzan 

una precisión del 88.29% en la predicción del default.   

No obstante, a pesar de estos avances, la adopción de modelos conjuntos sigue siendo 

limitada en la práctica financiera y en la regulación, pues la mayoría de las instituciones 

continúan utilizando esquemas separados para el análisis de riesgo de crédito y prepago, 

lo que indica una brecha entre el conocimiento académico y la implementación operativa 

(Elul, 2006; Tuysuz, 2024). Esta situación representa una oportunidad para nuevas 

investigaciones, que integren técnicas modernas de aprendizaje supervisado con marcos 

regulatorios y de gestión de riesgo más holísticos. 

1.2 El riesgo de crédito en la operación de los 
establecimientos de crédito 

Las crisis financieras, cuando ocurren, pueden generar consecuencias económicas 

significativas como intensificar las recesiones, provocar salidas masivas de capital, 

depreciar las monedas, afectar negativamente la función de intermediación financiera y 

debilitar la efectividad de la política monetaria, además de conllevar elevados costos 

fiscales derivados del rescate de entidades financieras con problemas. Dado el creciente 

nivel de interconexión entre instituciones financieras y países, un shock financiero en una 

región puede extenderse rápidamente a través de los sistemas financieros, por lo cual, 

contar con sistemas financieros sólidos, bien regulados y eficientemente supervisados es 
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clave para mantener la estabilidad tanto económica como financiera (Fondo Monetario 

Internacional, s.f).  

Ejemplos que respaldan lo expuesto anteriormente son la crisis asiática y la crisis 

subprime, las cuales han demostrado que tanto los choques internos como externos 

funcionan como canales de transmisión del riesgo. Este riesgo, al afectar al sistema 

financiero, se manifiesta en un empeoramiento de la calidad de la cartera de créditos, y en 

varias ocasiones, ha derivado en crisis bancarias (Urbina P., 2017). Asimismo, tal como lo 

señalan Caicedo, Claramunt, & Casanovas (2011) las diversas crisis financieras ocurridas 

en la historia más reciente a nivel mundial refuerzan la idea de que la medición del riesgo 

de crédito, como parte fundamental de su gestión, es un tema de imprescindible para los 

accionistas, los organismos reguladores y supervisores y los directores de las 

organizaciones. 

En ese sentido, Urbina (2017), señala que la prevención y mitigación de los riesgos propios 

de la intermediación financiera no es responsabilidad exclusiva de los entes de control y 

supervisión, sino también de las propias instituciones financieras. Una gestión de riesgos 

eficiente, basada en esta idea, fortalece la solidez y rentabilidad del sistema bancario, 

permitiéndole enfrentar adversidades y aportar a la estabilidad económica del país. 

De igual manera, de acuerdo con Athanasoglou (2008) “estudios empíricos muestran que 

la forma en que las instituciones bancarias administran su riesgo de crédito está asociado 

con los niveles rentabilidad reportados, por lo que la manera en que los bancos pueden 

mejorar su desempeño es a través de la detección y control de su riesgo de crédito” (como 

se citó en Urbina P., 2017, pág. 3), por lo cual, la administración del riesgo crediticio 

contribuye a la maximización del bienestar y valor del accionista. 

Dado lo anterior, a continuación, se abordarán aspectos claves que deben considerar las 

entidades financieras, desde una perspectiva normativa, para propender por una gestión 

del riesgo de crédito que reduzca tanto el impacto en la organización y en consecuencia 

en los accionistas, como en la estabilidad financiera y económica a nivel global.  
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Pronunciamiento del Comité de Supervisión Bancaria de Basilea (BCBS) 

El Comité de Supervisión Bancaria de Basilea (BCBS) publicó en el año 2000 un 

documento denominado Principles for the management of credit risk (Principios para la 

gestión del riesgo de crédito), donde se abarcan unas directrices, de manera que las 

autoridades supervisoras de entidades financieras evalúen los procesos de gestión del 

riesgo de crédito en cuatro áreas clave: “(i) establecer un entorno adecuado de riesgo de 

crédito; (ii) operar bajo un proceso sólido de concesión de crédito; (iii) mantener un proceso 

adecuado de administración, medición y seguimiento del crédito; y (iv) garantizar controles 

adecuados sobre el riesgo de crédito” (Bank for International Settlement [BIS], 2025, pág. 

1). 

Ahora bien, en el año 2023, el BCBS publicó un boletín que abordaba cuestiones 

relacionadas con este tipo de riesgo y declaró que continuaría evaluando las prácticas de 

modelización del riesgo de crédito en entidades financieras. Así pues, dada la evolución 

de los mercados financieros globales, las tendencias, y los cambios en regulación durante 

los últimos 25 años, se confirmó la pertinencia de revisar los Principios de Riesgo 

Crediticio, los cuales fueron actualizados por el Comité en un documento consultivo emitido 

en el año 2025. Estos principios, 16 en total, se enfocan en las cuatro áreas clave 

mencionadas anteriormente y agregando el papel de los supervisores (ver Anexo A).  

Regulación del riesgo de crédito en Colombia 

La economía colombiana vivió un cambio estructural con el proceso de apertura iniciado a 

principios de los años noventa, lo cual transformó tanto el modelo de crecimiento 

económico como la arquitectura financiera. Se pasó de un esquema con fuerte intervención 

estatal en la asignación del crédito y la regulación de precios, a uno en el que estas 

decisiones quedaron en manos del libre juego entre la oferta y la demanda (Restrepo y 

Rendón, 2000, como se citó en Salazar, 2013). 

A raíz de lo anterior y considerando las crisis financieras internacionales, la 

Superintendencia Financiera de Colombia (SFC) ha propendido por desarrollar un marco 

normativo bajo el cual las entidades financieras se vean obligadas a gestionar el riesgo de 

crédito. Así, en 1995, se expidió la Circular Básica Contable y Financiera (Circular Externa 

100 de 1995), la cual reúne “los diferentes instructivos (…) en materia contable y financiera 

que no están expresamente reglados en el Plan Único de Cuentas, así como los 
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requerimientos de información que las entidades vigiladas deben reportar a la 

Superintendencia Bancaria” (Superintendencia Financiera de Colombia [SFC], 1995). Esta 

norma originalmente contenía un apartado denominado CAPITULO II – REGLAS 

RELATIVAS A LA GESTIÓN DEL RIESGO CREDITICIO. 

No obstante, con el fin de continuar con la convergencia a los estándares y mejores 

prácticas internacionales establecidos por el BCBS en cuanto a gestión y supervisión de 

riesgos de las entidades financieras, la SFC modificó la Circular 100, mediante la Circular 

Externa 018 de 2021, la cual derogó el texto completo del Capítulo II mencionado 

anteriormente y estableció, entre otras cosas, un sistema que integra la administración de 

los distintos riesgos que afectan a los establecimientos de crédito (Superintendencia 

Financiera de Colombia [SFC], 2021). 

Derivado de lo anterior, se creó el Capítulo XXXI Sistema Integral de Administración de 

Riesgos (SIAR), mediante el cual la entidad puede tener una visión global de los riesgos a 

los que está expuesta, en concordancia con las mejores prácticas internacionales y las 

recomendaciones realizadas por organismos multilaterales.  

En este Capítulo la SFC señala que 

La entidad debe contar con una adecuada gestión del riesgo de crédito que le 

permita identificar, medir, controlar y monitorear del riesgo de crédito implícito en 

los activos. Para la cartera de crédito este proceso debe ser continuo e incluir el 

ciclo de vida del crédito, para lo cual deben existir políticas, procedimientos, 

umbrales, límites, controles, metodologías, modelos, alertas tempranas y sistemas 

de información para su instrumentación (2021, pág. 16). 

Ahora bien, particularmente, en cuanto a la etapa de medición del riesgo, las entidades 

obligadas a cumplir con esta normativa deben tener en cuenta aspectos como: i) la  

información recopilada en cada fase del ciclo del crédito; ii) los factores de riegos 

específicos del deudor que podrían cambiar su capacidad de pago; iii) la  realización de 

ejercicios de estrés en distintos escenarios que en consecuencia permitan evaluar el 

impacto en la cartera, las provisiones, la rentabilidad, el capital y la liquidez de la entidad; 
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y iv) las pruebas de desempeño para determinar la capacidad predictiva de los modelos 

de medición del riesgo de crédito (Superintendencia Financiera de Colombia [SFC], 2021). 

Información recopilada en cada fase del ciclo del crédito 

La primera fase del ciclo del crédito se denomina otorgamiento. En esta etapa la entidad 

debe garantizar el conocimiento del deudor incluyendo información relacionada con su 

capacidad de pago y las características del contrato a celebrar entre las partes 

(condiciones financieras del préstamo, garantías, fuentes de pago y condiciones 

macroeconómicas a las que pueda estar expuesto). 

Posterior al otorgamiento, como un aspecto fundamental de la etapa de recopilación de 

información, se deben seleccionar las variables y segmentación de portafolios, con el 

objetivo de definir “los mercados, segmentos, sectores, productos y perfil del cliente 

objetivo, que sean acordes con el plan de negocio, apetito de riesgo y umbrales y límites 

definidos por la entidad y regulatorios” (2021, pág. 18). 

Este es un elemento determinante en el momento del otorgamiento y en el monitoreo de 

los créditos de cada portafolio, por lo cual es importante resaltar que la metodología que 

se use en la gestión del riesgo de crédito debe considerar la combinación de criterios 

cuantitativos, cualitativos, objetivos y subjetivos, teniendo en cuenta las políticas y la 

experiencia de la entidad.  

Factores de riegos específicos del deudor que podrían cambiar su capacidad de 

pago 

Para determinar la probabilidad de incumplimiento de un crédito es fundamental efectuar 

una evaluación de la capacidad de pago del deudor. De acuerdo con la SFC (2021), esta 

evaluación implica analizar como mínimo: 

• Los flujos de ingresos y egresos y el flujo de caja del deudor. 

• Los flujos de ingresos y egresos y el flujo de caja del proyecto a financiar. 

• La solvencia del deudor a través de, entre otros aspectos, su situación 

financiera. 

• El cumplimiento actual y pasado de las obligaciones del deudor. 
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• Los posibles efectos de la materialización de los riesgos a los que se expone el 

flujo de caja del deudor y del proyecto a financiar, bajo distintos escenarios 

considerando diversas variables económicas.  

1.3 Importancia y características del crédito de libre 
inversión en Colombia 

La Superintendencia Financiera de Colombia (SFC) publica periódicamente estadísticas 

sobre la evolución de la cartera de crédito, en donde se destaca el comportamiento del 

crédito de libre inversión en términos de saldo, calidad, crecimiento y riesgo. Según la SFC 

(2025), al cierre de diciembre de 2024, el saldo total de la cartera de consumo ascendió a 

$200,4 billones, de los cuales el crédito de libre inversión representó aproximadamente el 

30%, es decir, alrededor de $58,7 billones; superando su participación en el total de la 

cartera a productos como tarjeta de crédito, crédito de vehículo, crédito rotativo, entre 

otros; únicamente superado por el producto de libranza.  

Según el Banco de la República (2024), durante el primer semestre del año se evidenció 

un deterioro significativo en la calidad de la cartera de consumo, siendo el segmento de 

libre inversión el de mayor riesgo. El Indicador de Calidad por Mora (ICM) en esta 

modalidad alcanzó el 31,5%, muy por encima del observado en tarjetas de crédito (18,6%), 

vehículo (10%) y créditos rotativos (2,8%), reflejando así su alta sensibilidad ante el 

entorno macroeconómico cambiante. 

En este contexto, el crédito de libre inversión se ha consolidado como uno de los productos 

más representativos dentro de la cartera de consumo en Colombia, destacándose por su 

flexibilidad al permitir a los hogares financiar necesidades personales sin estar sujeto a un 

destino específico. Los créditos de consumo, en particular aquellos de libre destinación, 

han experimentado un crecimiento sostenido al ofrecer una alternativa para cubrir gastos 

no contemplados por los créditos hipotecarios o educativos, reforzando así su relevancia 

en economías emergentes como la colombiana. 

Este fenómeno ha sido corroborado por la Asociación Bancaria y de Entidades Financieras 

de Colombia - Asobancaria (2024), la cual reportó que el crédito de libre inversión fue 

responsable del 69,1% de la contracción de la cartera de consumo en agosto de 2024, 
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contribuyendo negativamente en 7,0 puntos porcentuales al crecimiento agregado de este 

tipo de cartera. Estas cifras no solo reflejan una reducción en la colocación, sino también 

una preocupación creciente frente a la capacidad de pago de los hogares, derivada del 

aumento en tasas de interés, el costo de vida y la informalidad laboral. 

En este sentido, de acuerdo con Asobancaria (2022), los créditos de libre inversión han 

mostrado un deterioro creciente en la cartera vencida, lo cual refleja su mayor sensibilidad 

a choques macroeconómicos. Esta vulnerabilidad se asocia a la ausencia de garantías 

específicas y a su alta penetración en segmentos poblacionales de ingresos medios y 

bajos, que son más susceptibles a las condiciones adversas del entorno económico. 

Dada esta coyuntura, el desarrollo de un trabajo de investigación enfocado en modelos 

predictivos de riesgo de crédito aplicados al producto libre inversión es altamente 

relevante; este tipo de investigaciones puede aportar herramientas analíticas y 

metodológicas útiles para mejorar la segmentación del riesgo, optimizar la originación del 

crédito y reducir la exposición a eventos de default o prepago. Su peso dentro del sistema 

financiero y su perfil de riesgo justifican el desarrollo de investigaciones orientadas a 

mejorar la predicción de eventos de default y de prepago. En este sentido, se resalta los 

hallazgos de Bayona (2010), quien en su metodología para la cuantificación del riesgo de 

crédito incorpora variables macroeconómicas como factores de riesgo sistémico, 

mejorando la predicción del modelo en el contexto colombiano. 

Además de lo anterior, cabe resaltar que la implementación de modelos predictivos de 

riesgo de crédito se alinea con las prioridades de supervisores y entidades financieras en 

su búsqueda por fortalecer la gestión del riesgo crediticio en un entorno volátil y altamente 

conectado como se mencionó en la sección 1.2 del presente trabajo.



 

2. Metodología 

En este estudio se adopta un enfoque de aprendizaje automático (machine learning) para 

construir un modelo predictivo multiclase de riesgo de crédito, en contraposición a los 

métodos estadísticos tradicionales típicamente utilizados en credit scoring. Históricamente, 

la regresión logística binaria ha sido la técnica estándar para predecir la probabilidad de 

default (incumplimiento) de un solicitante (Zhao & Zou, 2021; Zhang, 2015). Estos 

enfoques clásicos suelen requerir supuestos paramétricos (linealidad en los parámetros, 

independencia de variables, no multicolinealidad, entre otros) y generalmente se enfocan 

en distinguir solo entre cumplimiento e incumplimiento. En cambio, un enfoque de machine 

learning permite modelar múltiples categorías de resultado simultáneamente (default, 

prepago y pago total) y capturar relaciones no lineales o complejas entre las variables, sin 

imponer a priori una forma funcional o distribucional específica.  

A diferencia de los modelos estadísticos tradicionales, como la regresión logística simple, 

los modelos de aprendizaje automático1 ofrecen mayor flexibilidad para identificar patrones 

e interacciones complejas directamente a partir de los datos, sin necesidad de especificar 

relaciones funcionales previas (Tharwat, 2018). Esta capacidad se ve potenciada con el 

uso de técnicas avanzadas como los árboles de decisión, algoritmos de ensamble (por 

ejemplo, bosques aleatorios y métodos de boosting) y redes neuronales artificiales, los 

cuales han mostrado consistentemente un mejor desempeño en tareas predictivas frente 

a modelos lineales convencionales (Probs, Wright & Boulesteix, 2019).  

En el contexto del riesgo crediticio, el enfoque multiclase basado en machine learning 

permite modelar de forma simultánea los diferentes estados finales de un crédito (default, 

 
 

1 Los modelos de aprendizaje automático son algoritmos que aprenden patrones a partir de datos para realizar 

predicciones o clasificaciones sin estar explícitamente programados para ello. A diferencia de los métodos 
estadísticos tradicionales, no requieren supuestos estrictos sobre la distribución de los datos o la forma 
funcional de las relaciones entre variables. Para más información consulte (Kotsiantis, Zaharakis, & Pintelas, 
2007). 
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prepago y pago total) superando las limitaciones del paradigma binario clásico. Al estar 

guiado por los datos y no por supuestos distribucionales estrictos, este enfoque reduce 

posibles errores de especificación y contribuye a mejorar la precisión y utilidad del modelo 

para la toma de decisiones financieras (Wasserbarcher, H. & Spindler, M., 2021). 

Por lo anterior, la metodología empleada comprende las siguientes etapas que serán 

explicadas a continuación: datos y preprocesamiento de la información, división de datos 

en entrenamiento y prueba, balanceo de clases con SMOTE, algoritmos de clasificación 

ajustados, métricas de evaluación de los modelos y entrenamiento y validación de 

modelos. 

Datos y preprocesamiento de la información 

Para el desarrollo del modelo se utilizó una muestra de 2.4432 préstamos de libre inversión 

otorgados por una entidad financiera colombiana, cada uno con información detallada del 

cliente, del crédito y del comportamiento de pago. Cada registro representa un préstamo 

individual e incluye variables socioeconómicas y financieras del cliente, tales como edad, 

nivel de ingreso, estado civil, tipo de contrato laboral (empleado o independiente), tipo de 

vivienda, actividad laboral, región geográfica de la oficina que tramitó el crédito, así como 

indicadores de riesgo crediticio como la calificación interna (score de originación) y la 

calificación externa.  

A nivel del crédito, se cuenta con la tasa de interés pactada y el historial completo de pagos 

desde la fecha de originación hasta el estado final, estos fueron otorgados entre enero y 

febrero de 2015, con una duración contractual prevista de 60 meses, y el seguimiento de 

pagos se extiende hasta febrero de 2020. El estado final de cada préstamo se clasifica en 

tres categorías mutuamente excluyentes: pago total (cancelación completa según el 

cronograma), default (incumplimiento prolongado por más de 90 días)3 y prepago 

(cancelación total anticipada), codificadas respectivamente como 0, 1 y 2 en la variable de 

salida multiclase. Adicionalmente, para efectos comparativos, se definió una versión 

 
 

2 2.443 créditos de clientes sin modificaciones o reestructuraciones en las condiciones iniciales del crédito. 
3 Se entiende por default o incumplimiento para créditos de consumo los cuales se encuentren en mora mayor 
a 90 días o con saldo capital mayor a cero en la última fecha de comportamiento de pago. Para más información 
consultar el Capítulo XXI Sistema Integral de Administración de Riesgos - SIAR en (Superintendencia 
Financiera de Colombia [SFC], 1995).  
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binaria de la variable dependiente, en la que se asigna el valor 1 al estado de default y 0 a 

los casos de no default (prepago y pago total combinados).  

Para enriquecer el modelo con contexto externo, se anexaron variables macroeconómicas 

relevantes, como la tasa de interés de política monetaria, la tasa de desempleo nacional y 

las tasas de ocupación/desempleo regional, integradas con un rezago de 90 días respecto 

a la fecha de cada cuota, de modo que para cada observación se refleje el entorno 

económico prevalente al momento del pago. Así, el conjunto final de características incluye 

factores individuales del cliente, condiciones contractuales del crédito y elementos 

contextuales agregados, permitiendo al modelo capturar tanto las particularidades 

microeconómicas como las influencias macroeconómicas sobre el comportamiento de 

pago. 

Como variable dependiente se definió el estado final del crédito: pago total, default y 

prepago. En la base de datos analizada, estas clases presentan un desbalance significativo 

en su frecuencia, pues la mayoría de los créditos terminaron en prepago, mientras que los 

eventos de incumplimiento (default) y pago total fueron relativamente escasos, en 

concreto, la clase mayoritaria de prepago constituyó aproximadamente un 67% de los 

casos, frente a un 30% de casos de default y tan solo 3% de casos de pago total. Este 

desbalance implica que, sin tratamiento especial, un modelo podría sesgarse en favor de 

la clase dominante (prepago) y pasar por alto las clases minoritarias de mayor interés 

(default y pago total), por lo cual, se deben incorporar estrategias en la metodología para 

manejar este desequilibrio, como se detalla más adelante. 

Antes de proceder al modelado, se llevó a cabo un proceso de preprocesamiento de los 

datos con el fin de garantizar su calidad y adecuación a los algoritmos de aprendizaje 

automático, para lo cual, en primer lugar, se realizó la imputación de valores faltantes: en 

las variables numéricas, los valores ausentes fueron reemplazados por la media, mientras 

que en las variables categóricas se utilizó la moda, lo que permitió mitigar la pérdida de 

información sin eliminar registros completos y conservar la estructura de las variables; en 

segundo lugar, se aplicó un escalado estándar a todas las variables numéricas, 

transformándolas para que tuvieran media cero y desviación estándar uno; y por último, se 

codificaron las variables categóricas, como región, tipo de vivienda y actividad laboral, 



18  

 

mediante codificación one-hot4 para generar variables binarias indicadoras en cada 

categoría, permitiendo que los algoritmos procesaran información cualitativa sin introducir 

supuestos arbitrarios sobre el orden de estas. Con estas transformaciones, el conjunto de 

datos quedó preparado para ser utilizado por los diferentes modelos. 

Adicionalmente, se examinó la escala y distribución de cada variable para detectar posibles 

valores atípicos o distribuciones sesgadas. Por ejemplo, se revisaron estadísticas 

descriptivas de variables clave como la tasa de interés del crédito, el score de originación, 

los ingresos del cliente y la distribución de categorías como tipo de vivienda, actividad 

laboral y región. Este análisis confirmó la presencia de disparidades en las clases objetivo 

(pago total/default/prepago) pero no reveló anomalías severas en las variables predictoras 

tras la imputación y transformación, por lo que se continuó hacia la fase de modelado. 

División de datos en entrenamiento y prueba 

Una vez depurados y transformados los datos, se procedió a dividir el conjunto de datos 

en dos partes: un conjunto de entrenamiento y un conjunto de prueba5, para lo cual se optó 

por una división inusual del 50% de los datos para entrenamiento y 50% para prueba, es 

decir, aproximadamente la mitad de los créditos (alrededor de 1.222 registros) se 

reservaron para entrenar los modelos, y la otra mitad (1.221 registros) se mantuvo 

apartada para la evaluación final.  

Esta proporción de división, más equilibrada que el típico 70/30, se justificó debido al fuerte 

desbalance de clases, pues al asignar el 50% al entrenamiento, se asegura que incluso 

las clases minoritarias cuenten con un número suficiente de observaciones en el conjunto 

de prueba para evaluar adecuadamente el desempeño predictivo en dichos casos 

escasos, en otras palabras, dado que la clase de prepago, por ejemplo, tenía muy pocos 

casos, era importante que varios de ellos quedaran representados tanto en entrenamiento 

 
 

4 La codificación one-hot es una técnica comúnmente utilizada para transformar variables categóricas en 

vectores binarios, facilitando su uso en modelos de aprendizaje automático que requieren entradas numéricas. 
Para más información consulte (Poslavskaya & Korolev, 2023). 
5 Dividir el conjunto de datos en entrenamiento y prueba permite estimar el rendimiento predictivo del modelo 

sobre observaciones independientes (diferentes) a las utilizadas durante el proceso de ajuste. Esta práctica 
proporciona una evaluación objetiva de la capacidad predictiva del modelo y facilita la detección de sobreajuste 
al comparar su desempeño en ambos subconjuntos. Específicamente, el modelo se entrena exclusivamente 
con el conjunto de entrenamiento, mientras que el conjunto de prueba se reserva para una evaluación final, sin 
haber intervenido en ninguna fase del ajuste de parámetros o selección del modelo (Joseph V.R., 2022). 
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como en prueba. Un muestreo aleatorio estratificado por la variable objetivo garantizó que 

cada subconjunto (entrenamiento y prueba) mantuviera aproximadamente las mismas 

proporciones de cada clase que el conjunto original, preservando así la representatividad. 

Ahora bien, el conjunto de entrenamiento se utilizó para ajustar y seleccionar los modelos 

(incluyendo la validación cruzada interna, descrita más adelante), mientras que el conjunto 

de prueba quedó completamente aislado durante el desarrollo. Solo al final del proceso de 

modelado se empleó el conjunto de prueba para obtener una evaluación objetiva del 

rendimiento del modelo final, analizando su desempeño en datos nuevos no vistos durante 

el entrenamiento. Esta separación temporal de datos permite estimar la capacidad de 

generalización del modelo y previene evaluaciones demasiado optimistas que podrían 

ocurrir si se midiera el desempeño en los mismos datos usados para entrenar (problema 

de overfitting o sobreajuste). Gracias a esta división, cada métrica de desempeño 

reportada refleja la eficacia del modelo en predecir correctamente el comportamiento de 

créditos distintos a los usados para aprender. 

Balanceo de clases con SMOTE 

Como se mencionó anteriormente, la distribución de las clases de la variable objetivo 

estaba altamente desbalanceada, por lo cual, sobre el conjunto de entrenamiento se 

implementó la técnica de sobremuestreo sintético SMOTE (Synthetic Minority 

Oversampling Technique)6, para generar observaciones de las clases de default y pago 

total hasta equilibrarlas con la clase mayoritaria (prepago). De ese modo, el modelo 

entrena con un conjunto aproximadamente balanceado, aprendiendo a reconocer patrones 

de default y pago total sin quedar sesgado completamente hacia la clase prepago. 

Cabe destacar que el uso de SMOTE se manejó como opcional en la metodología, es 

decir, se habilitó o deshabilitó según el experimento, con el fin de comparar resultados con 

y sin balanceo, lo cual implicó construir dos flujos de entrenamiento paralelos: uno donde 

 
 

6 SMOTE genera de forma artificial nuevas observaciones de la clase minoritaria al interpolar las relaciones 
existentes, creando muestras sintéticas similares a las originales en el espacio de características. A diferencia 
de un sobremuestreo simple que simplemente duplicaría registros minoritarios, SMOTE sintetiza nuevas 
combinaciones que aumentan la variedad de ejemplos, reduciendo el riesgo de sobreajuste por replicar las 
mismas muestras minoritarias una y otra vez. 
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al conjunto de entrenamiento original se le aplicó SMOTE para duplicar efectivamente los 

casos minoritarios (equilibrando las clases), y otro donde se entrena directamente con los 

datos desbalanceados originales con el fin de era evaluar cuánto mejora la detección de 

eventos escasos al utilizar técnicas de rebalanceo.  

En la práctica, se observó que la aplicación de SMOTE durante la fase de entrenamiento 

permitió al modelo capturar con mayor eficacia los patrones asociados a las clases 

minoritarias. No obstante, esta técnica puede aumentar el riesgo de generar falsos 

positivos7, por lo que fue necesario controlar este efecto mediante la revisión detallada de 

las métricas de desempeño, las cuales se presentan más adelante.  

Algoritmos de clasificación ajustados 

Dado el carácter exploratorio del estudio, se decidió probar múltiples algoritmos de 

clasificación8 para determinar cuál ofrecía el mejor desempeño en la predicción multiclase, 

por lo cual se ajustaron una variedad de modelos de aprendizaje automático, abarcando 

desde métodos lineales simples hasta ensambles avanzados y modelos no lineales 

complejos, dentro de los cuales se encuentran: Regresión Logística, Máquina de Vectores 

de Soporte (SVM), Árbol de Decisión, Bosque Aleatorio (Random Forest), XGBoost, 

(Extreme Gradient Boosting), Naive Bayes Gaussiano, K-Vecinos Más Cercanos (K-NN), 

Red Neuronal Multicapa (MLP), Ensamble Boosting (AdaBoost), Extra Trees (Extremely 

Randomized Trees), Gradient Boosting, Linear Discriminant Analysis (LDA), Bootstrap 

Aggregating (Bagging) y Stochastic Gradient Descent (SGD). En el Anexo B se resumen 

 
 

7 Un falso positivo ocurre cuando el modelo predice incorrectamente la pertenencia de una observación a una 
determinada clase cuando en realidad no pertenece a ella. Por ejemplo, en un modelo de riesgo crediticio, un 
falso positivo en la clase "default" implica clasificar a un cliente como moroso cuando en realidad habría 
cumplido con el pago total del crédito. Por el contrario, un falso negativo se produce cuando el modelo no 
identifica un caso que verdaderamente pertenece a la clase positiva. Siguiendo el mismo ejemplo, un falso 
negativo en la clase "default" ocurre cuando un cliente que efectivamente caerá en mora es clasificado por el 
modelo como buen pagador. Este tipo de error es particularmente crítico en contextos financieros, ya que 
puede llevar a la aprobación de créditos de alto riesgo sin detección oportuna. 
8 Un algoritmo de clasificación es un método que asigna una categoría o clase a una observación en función 
de sus características. A diferencia de los modelos estadísticos tradicionales, estos algoritmos no requieren 
verificar supuestos específicos sobre la distribución de los datos (como normalidad, homocedasticidad o 
independencia). En su lugar, se enfocan en el ajuste de parámetros internos mediante procesos de calibración 
y validación (Sarker, I.H., 2021). Para ello, emplean capacidad computacional intensiva, especialmente en 
escenarios con grandes volúmenes de datos o múltiples combinaciones de parámetros. 
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estos algoritmos, junto con una breve descripción de sus características y sus ventajas 

principales relevantes al problema. 

Cada modelo aporta una perspectiva distinta: por ejemplo, la regresión logística sirve de 

base lineal interpretable, los árboles y ensambles capturan no linealidades y posibles 

interacciones complejas, SVM y redes neuronales exploran fronteras de decisión más 

flexibles, etc. Al evaluar una gama tan amplia de algoritmos, se aseguró la identificación 

de aquel (o aquellos) que mejor se adaptan a la naturaleza de los datos y ofrecen la mayor 

capacidad predictiva para el problema multiclase planteado, por lo cual todos los algoritmos 

mencionados anteriormente, fueron implementados utilizando bibliotecas de aprendizaje 

automático en Python (principalmente scikit-learn). Para esto se configuraron pipelines de 

preprocesamiento para cada modelo, de forma que las transformaciones de imputación, 

escalado y codificaciones descritas se aplicaron dentro del flujo de validación, 

garantizando condiciones homogéneas, lo cual permitió probar consistentemente cada 

algoritmo bajo el mismo conjunto de variables independientes (incluyendo las 

macroeconómicas) y comparar su rendimiento de forma justa.  

Métricas de evaluación de los modelos 

Para cuantificar el desempeño de los modelos de clasificación entrenados, se emplearon 

las métricas de evaluación Accuracy (exactitud), Precision (precisión), Recall (sensibilidad) 

y F1-Score (puntuación F1) con el fin de interpretar la eficacia del modelo en cada clase. 

En el Anexo C se presenta el significado formal de estas métricas junto con su 

interpretación práctica en el contexto del riesgo de crédito multiclase. 

Entrenamiento y validación de modelos 

Para el entrenamiento de los modelos y la selección de aquel con mejor ajuste, se siguió 

un proceso de validación cruzada9 con búsqueda (optimización) de hiperparámetros. 

 
 

9 La validación cruzada es una técnica utilizada en aprendizaje automático para evaluar la capacidad de 
generalización de un modelo. Consiste en dividir el conjunto de datos de entrenamiento en varias particiones 
(o "pliegues"), entrenando el modelo en algunas de ellas y validándolo en las restantes. Este proceso se repite 
múltiples veces rotando los pliegues, y los resultados se promedian para obtener una estimación más robusta 
del rendimiento del modelo, reduciendo el riesgo de sobreajuste o evaluación sesgada (Kelleher, Mac Namee, 
& D'Arcy, 2020). 



22  

 

Inicialmente, sobre el conjunto de entrenamiento, se definió una estrategia de Grid 

Search10 (búsqueda en grilla) combinada con validación cruzada para ajustar los 

hiperparámetros de cada algoritmo, en particular se utilizó GridSearchCV de scikit-learn 

configurado con 5 pliegues, lo que significa que el conjunto de entrenamiento se subdividió 

en 5 particiones, entrenando cada modelo cinco veces con distintas particiones para 

entrenamiento y validación interna y probando todas las combinaciones de 

hiperparámetros especificadas. Este procedimiento exhaustivo garantizó encontrar la 

configuración óptima de cada modelo sin incurrir en sobreajuste, ya que la evaluación de 

cada combinación se realizó siempre en datos no vistos por el modelo.  

Como métrica principal para la selección de hiperparámetros se utilizó inicialmente 

accuracy promedio de validación cruzada, buscando maximizar el porcentaje de aciertos 

global, aunque se monitorearon otras métricas, como recall y precision, para asegurarse 

de no elegir modelos que sacrificaran por completo el desempeño en la clase minoritaria, 

es decir, pago total. 

Tras completar la búsqueda en grilla, para cada algoritmo se retuvo el mejor modelo 

entrenado con sus hiperparámetros óptimos y posteriormente, con el fin de comparar el 

desempeño de todos los algoritmos entre sí, se evaluó cada modelo con parámetros 

óptimos sobre el conjunto de prueba reservado.  

En esta fase final de evaluación, se generaron las predicciones para los 1.222 casos del 

conjunto de datos de prueba y se calcularon las múltiples métricas de desempeño 

(accuracy, precision, recall y el F1-Score) de forma agregada y por clase, y, dado que se 

trata de un problema multiclase con desbalance, se prestó especial atención en las 

métricas ponderadas por soporte (weighted average), las cuales consideran el desempeño 

en cada clase teniendo en cuenta su proporción en los datos. En efecto, se reportaron las 

medidas como promedio ponderado, para reflejar el rendimiento general del modelo sin 

que las clases mayoritarias dominen completamente la evaluación.  

 
 

10 Grid Search es una técnica de optimización de hiperparámetros utilizada en aprendizaje automático. 
Consiste en definir una cuadrícula (grid) con distintas combinaciones posibles de valores para los 
hiperparámetros de un modelo y luego entrenar el modelo con cada combinación. El rendimiento de cada 
configuración se evalúa generalmente mediante validación cruzada, y se selecciona la que ofrece los mejores 
resultados según una métrica definida (por ejemplo, accuracy o F1-Score) (Probst, Wright, & Boulesteix, 2019). 
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De igual manera, se analizaron las métricas por cada clase: por ejemplo, qué precision y 

recall obtuvo el modelo específicamente al predecir la clase default y la clase prepago. 

Esto es importante para juzgar si el modelo es útil desde el punto de vista de la gestión de 

riesgo: un modelo ideal debería no solo lograr alta exactitud global, sino también identificar 

correctamente los defaults (alto recall en default, para no pasar por alto muchos 

incumplimientos reales) con un bajo nivel de falsas alarmas (alta precision en default, para 

no clasificar como moroso a quién pagará), y su capacidad para anticipar prepagos. 

Finalmente, con cada modelo probado, se compiló un resumen de desempeño en el 

conjunto de prueba, evidenciando que, por ejemplo, la comparación mostró que algoritmos 

de ensamble como Random Forest y Gradient Boosting tendieron a superar en accuracy 

global a modelos lineales simples, de manera que el modelo de Gradient Boosting con 

sobremuestro y variables macroeconómicas, emergió como uno de los mejores, 

alcanzando alrededor de 73% de exactitud, frente a 70% de la regresión logística, además 

de presentar un mejor equilibrio entre precision y recall para las clases minoritarias 

(prepago y pago total).  

Aunque los resultados específicos se presentan en la sección correspondiente, desde el 

punto de vista metodológico lo fundamental es que la selección del modelo final se basó 

en un proceso de entrenamiento con validación cruzada y evaluación independiente sobre 

el conjunto de prueba para garantizar que el modelo elegido, ya sea un bosque aleatorio, 

un algoritmo de boosting u otra alternativa, sea aquel con mayor capacidad de 

generalización y con el mejor equilibrio entre métricas clave para predecir simultáneamente 

las tres clases: pago total, default y prepago. 

 

 

 

 

 

 

 

 



24  

 

 

3.  Análisis de los resultados 

Con el propósito de evaluar la capacidad predictiva de distintos modelos de clasificación 

aplicados al riesgo de crédito, se desarrolló un análisis en tres niveles. En el primero, se 

abordó una fase de exploración detallada de los datos, examinando su estructura general, 

la distribución de variables clave y las relaciones iniciales entre los perfiles de los clientes 

y el estado final del crédito. Esta etapa permitió identificar patrones consistentes con la 

teoría económica y detectar potenciales fuentes de sesgo o distorsión, como el desbalance 

de clases o la presencia de valores extremos o atípicos. En el segundo, se construyeron 

diversos modelos predictivos, tanto multiclase como binarios, ajustados con diferentes 

algoritmos de aprendizaje automático y sometidos a una evaluación sobre un conjunto de 

prueba independiente. En esta fase, se analizaron los efectos del reequilibrio de clases y 

de la incorporación de variables macroeconómicas externas en el desempeño de los 

modelos. Y en el tercero, se interpretaron los resultados desde una doble perspectiva: 

técnica y aplicada, evaluando tanto la robustez del análisis como su utilidad práctica para 

la gestión del riesgo en la entidad financiera. 

A lo largo de este capítulo, se presentan los principales hallazgos del estudio, 

estructurados de forma jerárquica. Se inicia con un análisis exploratorio del conjunto de 

datos, seguido por una evaluación de las distribuciones univariadas y bivariadas, y se 

culmina con la comparación sistemática del rendimiento de los modelos predictivos 

estimados. 

3.1 Análisis exploratorio de datos 

Antes de avanzar hacia la fase de modelación, se llevó a cabo un análisis exploratorio del 

conjunto de datos, con el fin de comprender la estructura, distribución y calidad de la 

información disponible. Este paso resulta fundamental en todo ejercicio de aprendizaje 
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automático, pues permite identificar patrones relevantes, posibles inconsistencias o 

anomalías, y anticipar transformaciones necesarias en las variables (Kelleher, 2023). El 

análisis exploratorio también aporta elementos iniciales para interpretar el comportamiento 

observado en los créditos, tanto desde una perspectiva individual del cliente como en 

relación con las condiciones macroeconómicas del entorno. 

Análisis de distribución univariante de los datos 

La edad de los prestatarios oscila entre 18 y 69 años, con una media de aproximadamente 

40 años, una mediana de 38 años, que indica que la distribución es simétrica, con un ligero 

sesgo hacia edades mayores dado que el promedio es superior a la mediana, y una 

desviación estándar cercana a 11 años (Figura 1), sin observarse edades atípicas. La 

distribución etaria es amplia y cubre tanto perfiles jóvenes en etapas iniciales de vida 

crediticia como adultos de mediana edad y cercanos a la edad de retiro, pensión o 

jubilación, donde el rango intercuartílico va de 31 a 48 años, lo que indica que la mitad 

central de los clientes se concentra en la madurez laboral. Lo anterior sugiere que el 

producto de libre inversión está dirigido a una población amplia en términos de ciclo de 

vida.  

En cuanto al ingreso mensual declarado, se presenta una distribución altamente sesgada 

a la derecha (sesgo positivo), el promedio es de aproximadamente $6,47 millones, pero la 

mediana es bastante menor, alrededor de $4,88 millones, lo que refleja la presencia de 

algunos clientes con ingresos muy altos que elevan el promedio, como, por ejemplo, el 

ingreso máximo reportado que alcanza $338,7 millones. En contraste, el valor mínimo de 

ingreso es $0, lo cual es poco probable y podría indicar falta de datos (un ingreso no 

reportado tratado como 0) o un caso especial (desempleado sin ingresos formales). No 

obstante, la mayoría de los clientes se concentra en niveles de ingreso más modestos: el 

25% percibe $3 millones o menos al mes y el 75% gana hasta $7,34 millones, mostrando 

que tres cuartas partes de la cartera tienen ingresos medios a medio-altos. Esta amplia 

variación de ingresos implica que la capacidad de pago difiere sustancialmente entre 

clientes, lo cual potencialmente influirá en el riesgo de default o prepago. 
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Figura 3-1: Distribución de edad, score de originación e ingreso mensual 

 

Fuente: Elaboración propia 

Complementando estas características, el puntaje de crédito al momento de otorgar el 

préstamo (score de originación) tiene una media de aproximadamente 724 puntos y una 

desviación estándar cercana a 105 puntos, en una escala cuyo mínimo observado es 0 y 

máximo 999. La mediana del score es 713, con un rango intercuartílico que va de 647 a 

798, lo cual indica que la mayoría de los clientes tenían puntajes de intermedios a buenos: 

el 50% central oscila entre aproximadamente 650 (un puntaje moderado) y 800 (un puntaje 

alto). La distribución global del score está sesgada hacia valores altos, dado que la media 

supera ligeramente la mediana y se acerca más al tercer cuartil, reflejando que un 

segmento importante de la cartera tiene altas calificaciones. Este puntaje es un indicador 

crucial de riesgo, usualmente puntajes más bajos se asocian con mayor probabilidad de 

default, mientras puntajes altos implican menor riesgo.  

En suma, el análisis de distribución de los datos revela una cartera heterogénea en edad, 

ingresos y perfil crediticio, sin presencia de valores atípicos extremos que distorsionen la 

información o el análisis, en consecuencia, estas variables presentan patrones 

consistentes con los supuestos teóricos sobre riesgo de crédito y aportan una base sólida 

para explorar su relación con el comportamiento de pago de los clientes, tanto en términos 

de default como de prepago. 
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En cuanto a otras características relevantes de la muestra, llama la atención que cerca de 

dos tercios de los clientes tienen algún tipo de vínculo o relación de pareja. Se observa 

que el estado civil de los clientes presenta una distribución donde predomina la categoría 

“casado”, que agrupa aproximadamente al 42,5% de los clientes, seguido por “solteros” 

con un 31,3%, y aquellos en “unión libre” con un 20,2%, mientras que las demás categorías 

son menos frecuentes: “separado” representa el 3,4%, “viudo” el 1,4% y “divorciado” el 

1,15%.  

Respecto a las condiciones laborales, los datos revelan que únicamente 1.466 (60%) 

registros cuentan con información sobre tipo de contrato o relación laboral, lo que deja 

cerca de 977 casos sin respuesta. Entre los que sí reportan esta información, se observa 

una marcada presencia del contrato a término indefinido, que representa el 76,2% del total, 

seguido por los contratos a término fijo con un 12,3% y aquellos por prestación de servicios 

con un 11,5%. Este patrón refuerza la idea de que la entidad atendió principalmente a 

personas con empleo formal y cierta estabilidad laboral, aunque no excluyó a quienes 

trabajan por cuenta propia. Al cruzar esta información con la variable actividad económica, 

se encuentra que el 55,9% de los clientes son empleados y el 44,1% independientes. 

La importancia de estas variables radica en que reflejan distintas trayectorias de ingreso: 

mientras los empleados con contrato indefinido ofrecen mayor estabilidad en su flujo de 

recursos, los independientes o contratistas presentan una mayor incertidumbre, 

variabilidad que, sin duda, tiene un impacto directo en la capacidad de pago de los créditos 

y, por tanto, en la clasificación del riesgo de los clientes (Agarwal et al., 2015). En este 

punto, fue fundamental tener en cuenta la calidad del dato, ya que, al incluir esta variable 

en los modelos, fue necesario codificar adecuadamente las ausencias, evitando así la 

pérdida de un número importante de observaciones. 

En relación con la situación habitacional, la variable tipo de vivienda contiene 2.222 

registros válidos, codificados en cuatro categorías: “F”, “P”, “A” y “SR”. El valor “F”, que 

hace referencia a vivienda familiar, es el más frecuente, con un 50,3% de los casos, 

seguido de “P”, propia, con un 42,3%, 7,2% de los clientes figuran como arrendatarios, “A” 

y el 0,22% restante no tienen información reportada. Este panorama sugiere que una 
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buena parte de la cartera se compone de personas que viven en hogares familiares o son 

propietarios, condiciones que en teoría podrían favorecer su capacidad de pago, mientras 

que quienes arriendan deben asumir un gasto fijo mensual adicional, lo cual puede afectar 

su flujo de recursos disponible para cubrir el crédito. Esta variable podría, por tanto, tener 

incidencia tanto en el riesgo de default como en la propensión al prepago.  

Finalmente, desde una perspectiva geográfica, la cartera se encuentra distribuida en seis 

regiones definidas por la entidad financiera: Bogotá, Centro Sur, Caribe, Eje Cafetero, 

Antioquia y Santanderes. La mayor proporción proviene de Bogotá, que representa el 

34,5% de los créditos, seguida de la región Centro Sur con el 21,8% y la región Caribe con 

el 20,1%, las demás regiones participan en menor medida, el Eje Cafetero con el 9,6%, 

Antioquia con el 8,8% y Santanderes con el 5,2%.  

Las condiciones económicas suelen variar entre regiones ya que algunas pueden 

experimentar mayores tasas de desempleo o contar con sectores productivos más 

vulnerables, lo que influye directamente en la capacidad de pago de los clientes. Con el fin 

de incorporar estas diferencias territoriales en el análisis, se asociaron indicadores 

macroeconómicos regionales a cada préstamo, como tasa de ocupación y desempleo, con 

rezago temporal de 90 días, lo cual permitirá, más adelante, verificar si contextos 

regionales específicos explican una mayor propensión al default o al prepago. Aunque 

Bogotá domina la muestra y puede influir en los resultados globales, la diversidad regional 

ofrece una oportunidad para contrastar comportamientos entre contextos socioeconómicos 

distintos y enriquecer el modelo predictivo desde una dimensión territorial. 

Ahora bien, la variable objetivo multiclase, que describe el estado final del crédito (default, 

prepago o pago total) muestra un desequilibrio de clases muy marcado. De los 2.443 

créditos analizados, 1.628 casos, equivalentes al 66,6% del total, se liquidaron de forma 

anticipada antes de cumplir todo el plazo, es decir, la mayoría terminaron en prepago. En 

contraste, 748 créditos (30,6%) cayeron en default o incumplimiento, presentando 

morosidad severa o no pagaron completamente la deuda y los 67 créditos restantes (2,7%) 

llegaron a término en pago total cumpliendo el cronograma original de pagos. Esta 

distribución indica que es no es frecuente que un préstamo de libre inversión en esta 

entidad financiera se mantenga hasta el final sin prepagarse o sin incumplir, la gran 
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mayoría de clientes optó por cancelar anticipadamente sus obligaciones, mientras que un 

tercio tuvo dificultades de pago.  

Desde luego, esta situación plantea un reto analítico: la clase “pago total” está 

extremadamente subrepresentada (apenas 1 de cada 37 casos), lo que dificultará que los 

modelos predictivos aprendan sus patrones, incluso la clase “default”, aunque es más 

común, sigue siendo minoritaria frente a “prepago” (aproximadamente 1 default por cada 

2,18 prepagos). Consecuentemente, se creó también una variable, donde se combinan 

pago total y prepago en una sola categoría de “no default” (0) versus “default” (1), aunque 

en esta configuración binaria, el desbalance persiste, pero es menos extremo: 30,6% de 

eventos default contra 69,4% de no default. 

En ambos casos (multiclase y binaria) la mayoría de los casos pertenece a una categoría, 

lo que puede llevar a modelos triviales que siempre predigan la clase mayoritaria si no se 

corrige o se ajusta el desbalance. De hecho, sin técnicas de rebalanceo, un modelo 

predictivo podría lograr más del 66% de precisión simplemente prediciendo siempre 

“prepago” en multiclase (ignorando defaults) o 69% prediciendo siempre “no default” en 

binaria (ignorando defaults), lo cual sería alto, pero poco útil para los objetivos de la entidad 

financiera.  

Por lo anterior, el manejo del desbalance mediante sobre muestreo de clases minoritarias 

fue identificado como un paso crucial antes del modelado, concretamente, se anticipó a la 

necesidad de usar técnicas de sobre muestreo para generar casos sintéticos de las clases 

default y pago total (esta última particularmente escasa) en el entrenamiento, buscando 

dar a los modelos más oportunidad de aprender sus características. En resumen, la 

distribución de estados de pago sugiere un comportamiento interesante de la cartera 

(mucha propensión al prepago) a la vez que impone desafíos técnicos que fueron tenidos 

en cuenta en la fase de modelación. 

Análisis de distribución bivariado de los datos 

A partir de la caracterización individual de los prestatarios y del comportamiento agregado 

observado en la variable objetivo, resulta importante avanzar hacia un análisis bivariado 

que explore cómo se relacionan entre sí las distintas variables y el estado final del crédito 
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(prepago, default y pago total). Esta aproximación permite identificar patrones iniciales que 

podrían anticipar comportamientos de los estados finales, antes de proceder al modelado 

formal. 

Al analizar cómo varía la distribución de ingresos según el estado final del préstamo, se 

perciben diferencias notables. Por un lado, los clientes que terminaron en default tienden 

a tener ingresos menores en comparación con quienes lograron prepagar o pagar 

completamente su préstamo. En los diagramas de caja del ingreso segmentados por 

categoría de estado, la mediana de ingreso para los casos en default se observa más baja, 

mientras que la dispersión hacia ingresos altos es menor en esta categoría. Por su parte, 

los préstamos prepagados muestran, en promedio, ingresos más altos, muchos de los 

clientes con los mayores ingresos pertenecen a esta clase, como era de esperarse, dado 

que quienes cuentan con mayores excedentes financieros tienen más capacidad para 

cancelar sus deudas por anticipado. Y para los casos de pago total presentan una mediana 

de ingreso en un nivel intermedio, aunque dado el tamaño de muestra del estado “pago 

total” su interpretación es menos confiable.  

En resumen, se observa una relación inversa entre ingreso y probabilidad de default. Esta 

relación concuerda con la intuición económica de que ingresos bajos pueden implicar 

mayor vulnerabilidad ante shocks financieros, del entorno económico o ante dificultades 

en la capacidad de generar ingresos, lo que incrementa el riesgo de caer en mora. A su 

vez, la propensión al prepago aumenta con el nivel de ingreso, pues quienes disponen de 

fondos suficientes buscan ahorrar costos de interés liquidando la deuda antes de tiempo. 

No obstante, aunque la tendencia general es clara, también existen casos que evidencian 

lo contrario: algunos clientes de bajos ingresos lograron prepagar (quizá por circunstancias 

particulares o porque el monto del crédito era pequeño) y algunos de altos ingresos 

entraron en default (posiblemente debido a sobreendeudamiento u otros factores no 

capturados solo por su ingreso). Esto sugiere que, si bien el ingreso es un factor importante 

en el comportamiento de pago, no actúa solo como único determinante, habrá que 

conjugarlo con otras variables para afinar la predicción. 

De acuerdo con lo esperado, el puntaje de crédito inicial muestra diferencias marcadas 

entre las categorías de resultado del crédito, pues los clientes que incurrieron en default 

tenían, en promedio, scores más bajos al inicio comparados con aquellos que prepagaron 
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o pagaron en término. Así pues, el análisis de distribución del puntaje por estado final del 

crédito muestra que la mediana de score de los defaults está por debajo de la mediana de 

los prepagos, y típicamente en rangos más bajos. Por el contrario, los préstamos 

prepagados suelen provenir de clientes con scores altos, lo cual tiene sentido, pues 

quienes tenían buen perfil tienden a no solo evitar el default, sino que incluso aprovechan 

para prepagar, quizás al tener acceso a nuevos créditos a mejores condiciones o 

simplemente por su disciplina financiera. Los pagos totales también presentan scores 

mayoritariamente altos, posiblemente similares al perfil de prepago (ya que se mantuvieron 

al día hasta finalizar).  

En general, esta relación confirma la utilidad del score como resumen del riesgo 

idiosincrático11 del cliente, pues es un predictor fuerte de default aunque no es 

determinista, ya que algunos clientes con score relativamente alto terminaron en default 

(casos atípicos que podrían deberse a cambios inesperados en su situación tras el 

otorgamiento, como pérdida de empleo, o simplemente a que el score no captura todos los 

factores), y viceversa, algún cliente con score bajo pudo no caer en default (quizá por 

precaución del banco se le dio un monto bajo que pudo pagar o refinanciar). Estas 

excepciones justifican complementar el score con otras variables en un modelo predictivo. 

No obstante, el patrón general avala que una mejora de 50-100 puntos en el score reduce 

considerablemente la probabilidad de default y aumenta la de prepago o pago total exitoso. 

Respecto a la edad del cliente, se observa que esta variable tiene una relación menos 

acentuada con el resultado del crédito, pero aun así se aprecian ciertas tendencias. Los 

clientes en default tienden a concentrarse ligeramente en rangos de edad más jóvenes, 

mientras que los casos de prepago incluyen una proporción mayor de clientes de mediana 

edad, por lo cual la mediana de edad para default podría situarse algo por debajo de la 

mediana de prepago. Esto infiere que es posible que las personas más jóvenes, con 

ingresos quizá menores y menos experiencia crediticia, presenten algo más de riesgo de 

incumplimiento. Por otra parte, los prepagos podrían ser más comunes entre quienes están 

 
 

11 El riesgo idiosincrático hace referencia al riesgo específico de un individuo, empresa o activo, que no está 
asociado a factores macroeconómicos o del mercado en general. 
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en etapas de mayor estabilidad laboral o acumulación de capital, permitiéndoles cancelar 

deudas anticipadamente, mientras que los pagos totales parecen dispersos en edad, sin 

un patrón claro, dado su bajo número.  

En general, la edad por sí sola no resulta un factor tan diferenciador como el ingreso o el 

score, más bien actúa de forma indirecta relacionada con etapa laboral e ingresos. Es 

notable que no se observa concentración de default en edades muy avanzadas, los clientes 

mayores (50-60 años) en la muestra mayormente no cayeron en default, posiblemente 

porque quienes llegan a esas edades con un crédito tienen perfiles más sólidos o contratan 

montos menores.  

En síntesis, los prestatarios jóvenes muestran levemente mayor propensión al default y 

menor al prepago, mientras los de mediana edad se inclinan más a prepagar, aunque estas 

tendencias etarias son moderadas. La diversidad de edades entre default y prepago 

sugiere que la edad podría entrar en el modelo como variable con poder predictivo limitado, 

pero combinada con otras podría ayudar a perfilar casos (por ejemplo, un cliente muy joven 

con ingreso bajo y score bajo es un triple factor de riesgo). 

Si bien gran parte del análisis bivariado se concentró en variables numéricas versus el 

estado final del préstamo, también se pueden extraer inferencias cruzando variables 

categóricas con el resultado. Por ejemplo, examinando la actividad laboral frente al estado 

de pago, es plausible que trabajadores independientes tengan tasas de default algo 

mayores que empleados, dado su flujo de ingresos más incierto. Inversamente, podría 

ocurrir que también ellos prepaguen o cancelen en cuanto disponen de fondos, pero sin 

análisis específico no se puede cuantificar. Respecto al estado civil, es factible que clientes 

casados o con pareja muestren menor default que solteros, ya que posiblemente cuentan 

con doble ingreso o mayor motivación para conservar buen historial.  

Por último, la región y la situación macro podrían influir, si en cierto periodo la tasa de 

desempleo regional subió, se esperaría ver más defaults entre los clientes de esa región. 

De hecho, en la sección de variables macroeconómicas (incorporadas con 90 días de 

rezago para cada préstamo) se observó que los defaults tendían a ocurrir en entornos de 

mayor desempleo. Un análisis específico incluido en el estudio comparó la tasa de 

ocupación promedio de la región según estado del préstamo, allí se notó que los préstamos 
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en default presentaban tasas de ocupación regional ligeramente inferiores en promedio (es 

decir, entornos con más desempleo), mientras que los prepagos ocurrieron en ambientes 

con algo mejor dinámica laboral. Estas diferencias, aunque no drásticas, apoyan la 

hipótesis de que las condiciones económicas generales inciden en el comportamiento de 

pago.  

En conclusión, las relaciones bivariadas confirman muchas intuiciones: mejores 

características individuales (ingresos altos, buen score inicial, empleo estable) y contexto 

macroeconómico favorable (bajo desempleo) se alinean con mayor probabilidad de 

prepago o pago cumplido, mientras que indicadores de vulnerabilidad (ingresos bajos, alto 

costo del crédito, score bajo, contexto de desempleo) se asocian con mayor riesgo de 

default. Estas observaciones fundamentan la inclusión de todas estas variables en los 

modelos predictivos y anticipan qué factores podrían resultar más significativos. 

3.2 Desempeño de los modelos predictivos 

Tras analizar la estructura de los datos y las relaciones entre variables, se procedió a 

construir diversos modelos de clasificación para predecir el estado final del crédito y se 

abordó el problema de dos formas: como clasificación multiclase con 3 categorías (pago 

total, default, prepago) y, en paralelo, como clasificación binaria (default vs. no default), 

para contrastar si el enfoque multiclase compromete o no la detección de los defaults. 

Además, para cada configuración se entrenaron modelos en dos escenarios: con 

sobremuestreo de clases minoritarias (rebalanceando el conjunto de entrenamiento 

usando SMOTE para generar datos sintéticos de la clase pago total y default) y sin 

rebalanceo (usando los datos originales con el desajuste). Por último, se evaluó el 

resultado de incorporar en las modelos variables macroeconómicas externas.  

En una primera ronda de modelado se usaron solo las variables del cliente para predecir 

el estado final, y posteriormente se añadieron los indicadores macroeconómicos (tasa de 

interés de política monetaria, tasa de desempleo nacional, tasa de ocupación nacional y 

desempleo regional) para ver si mejoraba la predicción. En total, entonces, se compararon 

cuatro escenarios principales: modelos con variables individuales sin variables 
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macroeconómicas y modelos con las variables macroeconómicas, en ambos casos como 

clasificación multiclase y como binaria, y para garantizar un resultado robusto, se probaron 

varios algoritmos de clasificación en cada caso, incluyendo métodos lineales y no lineales. 

Cada modelo se evaluó sobre el conjunto de prueba (50% de los datos) usando métricas 

de desempeño enfocadas en la capacidad de distinguir la clase default, especialmente la 

precision, el recall y el F1-Score, y también se registró la exactitud global (accuracy) y 

promedios ponderados de las métricas para ver el efecto en el conjunto completo. A 

continuación, se presentan los resultados obtenidos para cada escenario. 

3.2.1 Modelos sin variables macroeconómicas 

▪ Clasificación multiclase sin sobremuestreo 

En el escenario más desafiante, tres clases con datos altamente desequilibrados y sin 

ninguna técnica de rebalanceo, los modelos tienden a favorecer la clase mayoritaria 

(prepago). Entre los algoritmos evaluados, el mejor desempeño para predecir las tres 

categorías sin sobremuestreo lo logró el modelo de Análisis Discriminante Lineal (Tabla 3). 

Este modelo multiclase obtuvo una exactitud general moderada (en el orden del 70% sobre 

el conjunto de prueba), pero su capacidad para identificar la clase minoritaria default fue 

limitada. 

Tabla 3-1: Desempeño comparado de algoritmos de clasificación multiclase en la 
predicción del estado final del crédito 

Modelo Accuracy Precisión Recall F1-Score 

Análisis Discriminante Lineal (LDA) 0.7005 0.6613 0.7005 0.6635 

Máquina de Vectores de Soporte (SVM) 0.6997 0.6586 0.6997 0.6610 

Gradient Boosting 0.6923 0.6522 0.6923 0.6594 

Regresión Logística 0.6964 0.6552 0.6964 0.6580 

Bagging 0.6686 0.6336 0.6686 0.6461 

Bosque Aleatorio (Random Forest) 0.6759 0.6316 0.6759 0.6408 

Red Neuronal Multicapa (MLP) 0.6571 0.6279 0.6571 0.6392 

AdaBoost 0.6628 0.6199 0.6628 0.6292 

Descenso de Gradiente Estocástico (SGD) 0.6661 0.6221 0.6661 0.6260 

Extra Trees 0.6522 0.6085 0.6522 0.6210 

Árbol de Decisión 0.6571 0.5948 0.6571 0.6047 
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Modelo Accuracy Precisión Recall F1-Score 

K Vecinos Más Cercanos (K-NN) 0.6178 0.5713 0.6178 0.5895 

Naive Bayes Gaussiano 0.0712 0.4463 0.0712 0.0683 

Fuente: Elaboración propia 

Específicamente, para la clase default (1), el análisis discriminante alcanzó una precisión 

de 0,57 y un recall de apenas 0,31, resultando en un F1-Score de 0,40. Estas métricas 

indican que, sin rebalancear, el modelo fue bastante conservador al etiquetar default: de 

todas las predicciones que hizo de default, el 57% fueron correctas (precisión), pero 

solamente detectó alrededor del 31% de los defaults reales (recall). En otras palabras, el 

modelo pasó por alto casi 7 de cada 10 créditos que entraron en default, clasificándolos 

erróneamente como prepago (dada la preponderancia de esa clase). Esto refleja 

claramente el problema del desbalance de clase: el clasificador encontró más rentable 

acertar prepagos (clase 2) que son mayoría, incluso a costa de perder muchos defaults.  

La clase de pago total (0) prácticamente no fue reconocida, lo cual era previsible dado su 

escasez, es probable que el modelo la confunda sistemáticamente con prepago también. 

A pesar de su pobre recall de default, este modelo mostró cierta capacidad predictiva en 

términos de precisión comparado con otros. El hecho de que el análisis discriminante haya 

sido el “mejor modelo” sugiere que, en datos sin balancear, un modelo lineal que 

básicamente separa default vs no-default optimiza la exactitud global. Sin embargo, desde 

el punto de vista de gestión de riesgo, este desempeño es insatisfactorio, pues identificar 

solo un tercio de los defaults es riesgoso, dado que muchos préstamos problemáticos no 

serían señalados a tiempo. Estas cifras sirvieron de línea base, enfatizando la necesidad 

de aplicar sobremuestreo para elevar la sensibilidad hacia la clase default. 

Tabla 3-2: Reporte de métricas de clasificación del mejor modelo multiclase sin 
sobremuestreo 

Clase Precisión Recall F1-Score Soporte (Observaciones) 

0 (Pago total) 0.00 0.00 0.00 33 

1 (Default) 0.57 0.31 0.40 365 

2 (Prepago) 0.73 0.90 0.81 824 
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Clase Precisión Recall F1-Score Soporte (Observaciones) 

Exactitud global12 — — 0.70 1.222 

Promedio macro 0.43 0.40 0.40 1.222 

Promedio ponderado 0.66 0.70 0.66 1.222 

Fuente: Elaboración propia 

▪ Clasificación multiclase con sobremuestreo 

Al aplicar técnicas de sobremuestreo en el entrenamiento multiclase, es decir, incrementar 

artificialmente las observaciones de default y pago total para equilibrarlas con las de 

prepago, el rendimiento de los modelos en la detección de clases minoritarias mejoró 

notablemente. En este escenario, el modelo que mostró mejor desempeño fue un Bagging 

Classifier (un ensemble de árboles con muestreo bootstrap), pues se logró aumentar el 

recall de la clase default a alrededor de 0,46, un avance significativo respecto al 0,31 sin 

sobremuestreo.  

Tabla 3-3: Desempeño comparado de algoritmos de clasificación multiclase en la 

predicción del estado final del crédito 

Modelo Accuracy Precisión Recall F1-Score 

Bagging 0.6514 0.6447 0.6514 0.6479 

Gradient Boosting 0.6530 0.6418 0.6530 0.6474 

Bosque Aleatorio (Random Forest) 0.6579 0.6333 0.6579 0.6441 

AdaBoost 0.6178 0.6637 0.6178 0.6285 

Extra Trees 0.6448 0.6141 0.6448 0.6249 

Máquina de Vectores de Soporte (SVM) 0.6105 0.6295 0.6105 0.6197 

Red Neuronal Multicapa (MLP) 0.6064 0.6173 0.6064 0.6114 

Análisis Discriminante Lineal (LDA) 0.5385 0.6806 0.5385 0.5914 

Árbol de Decisión 0.5753 0.6106 0.5753 0.5900 

Regresión Logística 0.5336 0.6867 0.5336 0.5898 

K Vecinos Más Cercanos (K-NN) 0.5409 0.5938 0.5409 0.5642 

 
 

12 La exactitud global (accuracy) indica la proporción total de predicciones correctas sobre el total de casos 
evaluados. El promedio macro calcula el promedio aritmético de una métrica (por ejemplo, Precisión, Recall o 
F1-Score) considerando cada clase por igual, sin importar cuántas observaciones tenga. Por su parte, el 
promedio ponderado toma en cuenta la cantidad de observaciones por clase (soporte), lo que permite reflejar 
mejor el desempeño del modelo cuando hay clases desbalanceadas. 
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Modelo Accuracy Precisión Recall F1-Score 

Descenso de Gradiente Estocástico (SGD) 0.4910 0.6592 0.4910 0.5492 

Naive Bayes Gaussiano 0.0941 0.5843 0.0941 0.0962 

Fuente: Elaboración propia 

Respecto a la precisión para default con Bagging se situó aproximadamente en 0,46, lo 

cual es menor que la precisión del modelo discriminante previo, aunque esperable, puesto 

que ahora el modelo se “arriesga” a predecir más defaults (eleva recall) y por tanto comete 

más falsos positivos, reduciendo la precisión; asimismo, el F1-Score de default resultante 

fue aproximadamente 0,46, evidenciando un balance similar entre aciertos y omisiones. 

En términos prácticos, esto significa que con el modelo Bagging rebalanceado, se logró 

identificar casi la mitad de los créditos en default, con una precisión del 46%.  

Dado lo anterior, aunque idealmente quisiéramos un recall mayor, este trade off es valioso, 

pues la entidad podría captar 15% más de defaults que antes, a cambio de que entre las 

alertas generadas casi la mitad sean falsas alarmas (préstamos marcados como default 

que en realidad prepagarán o pagarán completo), pues en riesgo crediticio suele preferirse 

no dejar pasar un default no detectado (ya que tiene alto costo). 

Es interesante que la exactitud global del modelo Bagging con SMOTE no se degradó 

severamente a pesar de inclinarse más hacia default, dado que la precisión global ronda 

también el 65-75%, lo cual se debe a que el modelo, al tener datos balanceados en 

entrenamiento, aprende a no ignorar las clases minoritarias (default y pago total), pero en 

prueba igualmente enfrenta la realidad de muchos prepagos.  

En conclusión, el oversampling demostró su efectividad al mejorar la detección de defaults 

en el caso multiclase, que comparado con el modelo sin SMOTE, aumentó el recall de 31% 

a 46%, un paso importante hacia un modelo útil. No obstante, quedó demostrado que la 

clase pago total sigue siendo problemática incluso con oversampling. 
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Tabla 3-4: Reporte de métricas de clasificación del mejor modelo multiclase con 

sobremuestreo 

Clase Precisión Recall F1-Score 
Soporte 

(Observaciones) 

0 (Pago total) 0.10 0.06 0.08 33 

1 (Default) 0.46 0.46 0.46 365 

2 (Prepago) 0.75 0.76 0.75 824 

Exactitud global — — 0.70 1.222 

Promedio macro 0.44 0.43 0.43 1.222 

Promedio ponderado 0.64 0.65 0.65 1.222 

Fuente: Elaboración propia 

Ahora bien, contrastando ambos enfoques multiclase, se confirma el beneficio de evitar 

dejar los datos desbalanceados. Sin sobremuestreo, el mejor modelo (el análisis 

discriminante) privilegia la precisión en default a costa de un recall muy bajo, mientras que 

con sobremuestreo, el modelo (bagging) logró un recall mucho mayor, aunque con más 

falsos positivos. Para una decisión en riesgo, usualmente es preferible el segundo 

escenario: es más aceptable revisar algunos casos adicionales que resulten no ser default 

(falsos positivos) que perder de vista a la mayoría de los clientes que sí van a incumplir 

(falsos negativos).  

Además, vale la pena señalar que, con oversampling, se pudo utilizar un algoritmo de 

ensemble (bagging) que capturó relaciones no lineales, superando al modelo lineal. 

Probablemente, el aumento de datos sintéticos de default permitió al bagging modelar 

mejor las condiciones específicas bajo las cuales ocurre default que antes, con pocos 

casos, no eran suficientemente aprendidas. En resumen, en la configuración multiclase 

inicial, el mejor desempeño se logró con oversampling, aunque la exactitud total se 

mantuvo similar, la detección de la clase crítica (default) mejoró sensiblemente validando 

la estrategia de rebalanceo propuesta en la metodología. 
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▪ Clasificación binaria sin sobremuestreo 

Tabla 3-5: Desempeño comparado de algoritmos de clasificación multiclase en la 
predicción del estado final del crédito 

Modelo Accuracy Precisión Recall F1-Score 

Regresión Logística 0.7234 0.6973 0.7234 0.6913 

Análisis Discriminante Lineal (LDA) 0.7226 0.6960 0.7226 0.6896 

Gradient Boosting 0.7169 0.6894 0.7169 0.6877 

Máquina de Vectores de Soporte (SVM) 0.7234 0.6967 0.7234 0.6868 

Bagging 0.7013 0.6771 0.7013 0.6823 

AdaBoost 0.7013 0.6739 0.7013 0.6783 

Red Neuronal Multicapa (MLP) 0.6825 0.6690 0.6825 0.6743 

Bosque Aleatorio (Random Forest) 0.7029 0.6707 0.7029 0.6721 

Extra Trees 0.6727 0.6348 0.6727 0.6435 

Árbol de Decisión 0.6874 0.6382 0.6874 0.6392 

Descenso de Gradiente Estocástico (SGD) 0.6538 0.6255 0.6538 0.6352 

K Vecinos Más Cercanos (K-NN) 0.6498 0.6049 0.6498 0.6179 

Naive Bayes Gaussiano 0.3290 0.6348 0.3290 0.2165 

Fuente: Elaboración propia 

Pasando al enfoque binario, primero se consideraron los modelos entrenados para 

distinguir default vs no-default sin rebalanceo, donde el algoritmo que destacó fue la 

Regresión Logística, que obtuvo el mejor equilibrio de métricas. Sin sobremuestreo, la 

regresión logística logró una precisión para la clase default de alrededor de 0,57 y un recall 

de 0,29, dando un F1 de 0,39 para default. Estos valores son, curiosamente, muy cercanos 

a los del modelo discriminante multiclase sin oversampling (precisión de 0,57, recall de 

0,31, F1 de 0,40), lo cual sugiere que, en ausencia de técnicas de rebalanceo, el 

desempeño de la regresión logística binaria fue similar al del análisis discriminante en 

multiclase en términos de default, ya que fue cauteloso al predecir default, identificando 

solo 29% de ellos, aunque con una precisión moderada (57%).  

Esta evaluación refuerza nuevamente la problemática del desbalance, pues incluso en las 

categorías a una variable binaria, sin ajustar los datos, el modelo es conservador, por lo 

cual el modelo binario sin rebalanceo resultó inapropiado para la detección temprana de 
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defaults, perdiendo más de dos tercios de ellos, lo cual en un contexto de aprobación 

crediticia implicaría tener muchas exposiciones riesgosas sin identificar. 

Tabla 3-6: Reporte de métricas de clasificación del mejor modelo binario sin 
sobremuestreo 

Clase Precisión Recall F1-Score 
Soporte 

(Observaciones) 

0 (No default) 0.75 0.91 0.82 857 

1 (Default) 0.57 0.29 0.39 365 

Exactitud global — — 0.72 1.222 

Promedio macro 0.66 0.60 0.60 1.222 

Promedio ponderado 0.70 0.72 0.69 1.222 

Fuente: Elaboración propia 

▪ Clasificación binaria con sobremuestreo 

Al reequilibrar el conjunto de entrenamiento binario mediante sobremuestreo de la clase 

default (incrementando su presencia hasta equipararla con no default), los resultados 

mejoraron sustancialmente en favor de detectar incumplimientos. En este caso, 

nuevamente, el modelo que lideró el desempeño fue la Regresión Logística, lo que sugiere 

que las relaciones lineales siguen siendo muy explicativas de default vs no default cuando 

los datos están balanceados.  

En este escenario, la sensibilidad (recall) para default saltó a 0,61 (61%), un incremento 

notable respecto al 29% previo, es decir que ahora el modelo logró capturar casi dos tercios 

de todos los créditos que efectivamente entraron en default en el conjunto de prueba. La 

contraparte fue una disminución de la precisión, la cual disminuyó para default a 0,47 

(47%), lo cual significa que, de todos los préstamos que el modelo predijo como “default”, 

apenas la mitad resultaron realmente en default, la otra mitad eran falsos positivos 

(préstamos predichos en default pero que terminaron bien). El F1-Score para default con 

oversampling subió a aproximadamente 0,53, que es significativamente mayor al 0,39 sin 

oversampling, resultado que refleja un mejor equilibrio entre identificar defaults y no 

alarmarse en exceso con los que no lo son.  
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En términos prácticos, este modelo de logística con datos balanceados representa una 

mejora considerable ya que la entidad lograría identificar por anticipado 6 de cada 10 

créditos que acabarán en incumplimiento (antes solo 3 de cada 10), lo cual permite mucha 

más proactividad en gestión de cobranzas, por lo cual se puede concluir que el 

oversampling en el modelo binario fue altamente efectivo, elevando el recall de default del 

29% a 61% y duplicando el F1, posicionando a la regresión logística rebalanceada como 

una solución viable para alertar sobre posibles incumplimientos con un buen nivel de 

acierto. 

Tabla 3-7: Reporte de métricas de clasificación del mejor modelo binario sin 
sobremuestreo 

Clase Precisión Recall F1-score 
Soporte 

(Observaciones) 

0 (No default) 0.81 0.71 0.76 857 

1 (Default) 0.47 0.61 0.53 365 

Exactitud global — — 0.68 1.222 

Promedio macro 0.64 0.66 0.64 1.222 

Promedio ponderado 0.71 0.68 0.69 1.222 

Fuente: Elaboración propia 

La diferencia entre los modelos binarios sin y con oversampling es marcada, subrayando 

nuevamente la importancia de balancear la clase de interés, lo cual se puede evidenciar 

en el incremento del F1 de default pasando de 0,39 a 0,53, y la duplicación del recall, al 

usar SMOTE en la etapa de entrenamiento. Esto valida que la técnica de sobremuestreo 

mejoró la detección del evento minoritario (default) también en el caso binario. Por su parte, 

la precisión global, cayó unos puntos con oversampling, pero sigue en niveles aceptables.  

Otro aspecto interesante es que, a diferencia del caso multiclase donde un ensemble no 

lineal (bagging) fue el mejor con oversampling, en binario el modelo lineal mantuvo su 

liderazgo incluso tras el rebalanceo, lo cual se debe a que posiblemente, la separación 

entre default y no default es mayoritariamente lineal en el espacio de variables cliente. Esta 

consistencia sugiere que no había interacciones complejas cruciales que un modelo no 

lineal necesitara captar para mejorar la predicción de default una vez equilibrada la base 
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de datos, lo cual es un hallazgo en sí mismo, pues indica que las variables individuales 

contienen la señal de riesgo de forma relativamente directa.  

3.2.2 Modelos con variables macroeconómicas 

Una vez establecidas las capacidades predictivas de los modelos con información 

individual, se incorporaron las variables macroeconómicas externas al conjunto de 

predictores para evaluar el resultado. Estas variables incluyen la tasa de interés de 

referencia del Banco de la República, la tasa de desempleo nacional, la tasa de ocupación 

regional y la tasa de desempleo regional. La hipótesis es que estas variables 

macroeconómicas capturan el entorno económico que podría influir en la capacidad de 

pago: por ejemplo, altos niveles de desempleo pueden provocar más defaults, o ciertas 

condiciones de tasa de interés pueden incentivar prepagos. A continuación, se describen 

los resultados del modelo multiclase al incluir estos factores, manteniendo la misma 

evaluación con y sin oversampling. 

Con la adición de las variables macroeconómicas, los modelos multiclase mostraron una 

mejora en el desempeño, y curiosamente el algoritmo que dominó en esta configuración 

fue el Gradient Boosting. Esto ocurrió tanto en el escenario con sobremuestreo como sin 

él, lo que sugiere que las variables macroeconómicas introdujeron relaciones no lineales o 

interacciones que un modelo potente como Gradient Boosting pudo explotar mejor que los 

métodos lineales o de promedio. 

Sin aplicar oversampling (es decir, con la base de datos original desbalanceada, pero 

ahora enriquecida con variables macroeconómicas), el Gradient Boosting logró los mejores 

resultados multiclase. En la detección de la clase default, se observó una precisión de 0,58 

y un recall de 0,40, con un F1 de 0,47 en la clase default, que comparando con el caso sin 

variables macroeconómicas (donde el mejor modelo sin oversampling fue el Análisis 

Discriminante con F1 de 0,40), vemos una mejora apreciable en recall (de 0,31 a 0,40) y 

también algo en precisión (0,57 a 0,58). Esto implica que, incluyendo el contexto 

macroeconómico, el modelo pudo identificar más defaults aun sin rebalanceo, aunque, el 

recall de 0,40 indica que todavía la mayoría de los defaults se escapan sin oversampling, 

así que el desbalance sigue limitando el potencial completo de los modelos. 
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Al aplicar sobremuestreo en el entrenamiento multiclase con variables macroeconómicas, 

el Gradient Boosting mantuvo el desempeño superior y alcanzó su mejor rendimiento. Para 

la clase default, obtuvo aproximadamente 0,53 de precisión y 0,54 de recall, con un F1 de 

0,54, lo que representa una mejora notable respecto al modelo Bagging con oversampling 

sin variables macroeconómicas (que tenía F1 de 0,46), y también respecto al mismo 

Gradient Boosting sin oversampling (F1 de 0,47). Ahora el modelo está capturando más 

de la mitad de los defaults (54%) con una precisión también alrededor del 54%.  

Adicional a lo anterior, es de resaltar que ninguna clase dominante sacrifica excesivamente 

su predicción: al tener oversampling, default y pago total fueron aprendidos mejor, y 

Gradient Boosting por su potencia aún puede reconocer bien la mayoría de los prepagos. 

La exactitud global de este modelo multiclase con variables macroeconómicas y 

oversampling se situó alrededor de 75%, similar a los anteriores, pero con la salvedad de 

que dentro de ese accuracy se incluye una cobertura amplia de los eventos importantes.  

3.2.3 Comparativa general de resultados 

Integrando todos los resultados, se puede concluir que la adición de variables 

macroeconómicas externas tuvo un impacto positivo sobre el desempeño de los modelos. 

En la clasificación multiclase con oversampling, el F1 de default mejoró de 0,46 a 0,54 al 

incluir las variables macroeconómicas, mostrando un avance importante en la capacidad 

predictiva de los defaults, similar a multiclase sin oversampling, donde el F1 pasó de 0,40 

a 0,47. Estos incrementos reflejan que el modelo logró captar factores de riesgo sistémico: 

por ejemplo, si la economía estaba en un momento difícil (alto desempleo), supo asociarlo 

con mayor probabilidad de default, ajustando así las predicciones más certeramente.  

Otro hallazgo importante es la diferencia en algoritmos óptimos, frente a lo cual se observó 

que sin variables macroeconómicas dominaban modelos lineales en sus respectivos casos 

(modelos de respuesta binaria), mientras que con variables macroeconómicas Gradient 

Boosting se convirtió en el mejor en todos los casos. Esto indica que las relaciones no 

lineales y complejas cobran relevancia al incorporar variables macroeconómicas, que 

posiblemente interactúan con las características del cliente.  
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En cuanto a las mejores métricas globales logradas, se observa que, por un lado, el mejor 

modelo multiclase en términos de balance general fue el Gradient Boosting con 

oversampling y variables macroecómicas, con precisión y recall de default en torno a 0,53-

0,54. Por otro lado, el mejor modelo binario podría considerarse la Regresión Logística con 

oversampling sin variables macroeconómicas si priorizamos recall (recall de 0,61).  

Ahora bien, dado que el objetivo principal del estudio es un modelo multiclase robusto, la 

preferencia recae en el modelo multiclase con variables macroeconómicas, puesto que, 

comparativamente, logra un default F1 similar al binario, lo cual significa que no se perdió 

capacidad de predicción de default al pasar de binario a multiclase, a pesar de tener que 

diferenciar también la clase de prepago. 

Vale la pena resaltar que la ventaja del modelo multiclase es que brinda información 

adicional, pues permite identificar cuáles préstamos terminarán en prepago además de 

distinguirlos de los defaults, de hecho, la alta proporción de prepagos justifica este enfoque. 

En ese sentido, el modelo multiclase final no solo puede alertar “este préstamo incumplirá” 

sino también “este préstamo probablemente se prepague”, lo cual es útil para la entidad 

en términos de gestión de portafolio. 

A manera de resumen, en la siguiente tabla comparativa, se presenta los mejores modelos 

en cada escenario y sus métricas de desempeño en la clase default (clase 1) del conjunto 

de prueba: 

Tabla 3-8: Reporte de mejores modelos en cada escenario y sus métricas 

Etiquetas 

(clases) 

Variables 

macroeconómicas 

Sobre-

muestreo 

Mejor 

modelo 

Precisión 

(Default) 

Recall 

(Default) 

F1-Score 

(Default) 

3 

(Multiclase) 
No No 

Análisis 

Discriminante 
0,57 0,31 0,4 

3 

(Multiclase) 
No Sí 

Bagging 

(Ensemble 

Árboles) 

0,46 0,46 0,46 

2  

(Binaria) 
No No 

Regresión 

Logística 
0,57 0,29 0,39 
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Etiquetas 

(clases) 

Variables 

macroeconómicas 

Sobre-

muestreo 

Mejor 

modelo 

Precisión 

(Default) 

Recall 

(Default) 

F1-Score 

(Default) 

2  

(Binaria) 
No Sí 

Regresión 

Logística 
0,47 0,61 0,53 

3 

(Multiclase) 
Sí No 

Gradient 

Boosting 
0,58 0,4 0,47 

3 

(Multiclase) 
Sí Sí 

Gradient 

Boosting 
0,53 0,54 0,54 

Fuente: Elaboración propia 

3.3 Interpretación de resultados y robustez de análisis 

Los resultados obtenidos permiten inferir varias conclusiones útiles. Primero, se confirmó 

que el problema del desbalance de clases era significativo pero manejable mediante 

técnicas de sobremuestreo, pues todos los modelos entrenados con SMOTE mostraron 

una mejora substancial en la detección de defaults, validando la decisión metodológica de 

equilibrar las clases, lo cual enfatiza la necesidad, en problemas de riesgo de crédito, de 

dar atención especial a eventos poco frecuentes (como default en este caso). En contraste, 

un modelo sin ajustar el desbalance habría dado una falsa sensación de alta precisión 

global mientras pasaba por alto la mayoría de los incumplimientos, lo cual habría sido 

problemático desde la perspectiva de gestión del portafolio del establecimiento de crédito. 

Segundo, la inclusión de variables macroeconómicas aportó valor añadido a la estimación. 

En línea con lo esperado teóricamente, incorporar información del contexto y la situación 

económica ayudó a los modelos a precisar sobre los perfiles de riesgo, lo cual implica que 

los factores macroeconómicos efectivamente influyen en el comportamiento de pago. Por 

ejemplo, un cliente con buen perfil puede caer en default si la economía atraviesa una 

recesión económica severa, y los modelos con la inclusión de variables macroeconómicas 

pudieron captar esas señales, mejorando la precisión de las predicciones.  

En concordancia con lo anterior, el hecho de que el modelo final óptimo sea uno que 

captura relaciones no lineales complejas (Gradient Boosting) con variables 

macroeconómicas indica que hay interacciones importantes entre las variables, 
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posiblemente ciertos niveles de la tasa de desempleo disparan el riesgo de default en 

ciertas regiones o tipos de cliente. Así, el estudio evidencia que para maximizar el poder 

predictivo en riesgo de crédito es conveniente combinar información microeconómica del 

cliente con información macroeconómica del entorno, ya que ambas se complementan. 

Tercero, al comparar los enfoques multiclase vs binario, se encontró que el modelo 

multiclase (que distingue prepago de pago total) no sacrificó desempeño en la detección 

de default en comparación con un modelo binario. Gracias al diseño de ambos tipos de 

modelo se pudo comprobar que trabajar con los tres estados simultáneamente es factible 

sin pérdida notable de sensibilidad a default. Así, el establecimiento de crédito puede 

beneficiarse de un modelo multiclase que no solo prediga si un crédito será problemático 

o no con relación al comportamiento esperado de pago, sino que además distinga si, de 

no ser problemático, lo más probable es que se cancele anticipadamente o llegue a 

término.  

Por otra parte, en términos de robustez del análisis, varios elementos fortalecen la 

confianza en los resultados. Primero, se realizó un análisis descriptivo y exploratorio 

exhaustivo de los datos, lo que permitió identificar y manejar los valores faltantes y atípicos.  

En segundo lugar, se empleó una metodología estructurada de evaluación que incluyó la 

separación del 50% de los datos para conformar el conjunto de prueba que, aunque esta 

proporción es menos común que la división tradicional 70/30, resultó adecuada para este 

estudio, pues permitió validar los modelos con un volumen de datos equivalente al utilizado 

en el entrenamiento. Esta estrategia aportó solidez a las métricas de desempeño 

obtenidas, al reducir la variabilidad asociada al muestreo y aumentar la representatividad 

del conjunto de prueba, de manera que los resultados obtenidos cuentan con un respaldo 

estadístico más sólido, gracias al uso de un conjunto de prueba amplio y en consecuencia 

contribuyendo a una mayor confiabilidad en las conclusiones derivadas del modelo 

predictivo.  

En tercer lugar, la comparación del modelo multiclase vs el modelo binario y con y sin 

variables macroeconómicas actuó como una verificación cruzada, pues el hecho de que 

tanto en binario como en multiclase se pudiera lograr un F1-Score de alrededor de 0,53-

0,54 para default sugiere que es un límite dada la información disponible, es decir, una 
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convergencia en distintos enfoques al mismo nivel de desempeño indica que se está 

alcanzando el potencial explicativo de los datos.  

No obstante, es importante reconocer las limitaciones técnicas del estudio. El tamaño de 

la muestra, si bien es adecuado (2.443 préstamos), no deja de ser moderado, ocasionando 

así que no fueran considerados modelos más complejos como redes neuronales profundas 

porque no se contó con la cantidad suficiente de datos para alcanzar una mejor 

generalización. Asimismo, la división 50/50, aunque robusta para evaluar, reduce el 

tamaño de entrenamiento, se podría explorar validación cruzada para aprovechar más 

datos en entrenamiento sin perder rigor en prueba, pero el enfoque adoptado simplificó el 

proceso de encontrar el mejor modelo de manera transparente.  

Otra limitación es la temporalidad, teniendo en cuenta que el modelo utiliza variables 

macroeconómicas promediadas con cierto rezago, lo cual funciona para una validación 

estática, pero en un contexto de implementación, habría que asegurarse de tener los 

indicadores macroeconómicos actualizados a tiempo real para cada nueva predicción, y 

asumir que las relaciones halladas se mantienen mientras las condiciones económicas no 

cambien radicalmente. Igualmente, se asumió linealidad en el efecto de las variables 

macroeconómicas (promedios), quizá variables macroeconómicas más dinámicas (como 

variables con cambios mes a mes) podrían influir en la consecución del default de formas 

no capturadas en los modelos estimados. Estos son aspectos que se escapan al alcance 

de este trabajo pero que se podrían investigar en extensiones futuras. 

Por último, se puede afirmar que los hallazgos obtenidos aportan valor práctico al ejercicio 

de gestión de portafolios: el mejor modelo multiclase propuesto puede ayudar al 

establecimiento de crédito a predecir con anticipación la probabilidad de default y prepago 

de nuevos préstamos, permitiendo tomar acciones proactivas (como ajustes en políticas 

de originación, reservas ante posibles pérdidas, o estrategias de retención de clientes que 

planean prepagar). De esta manera, los resultados alcanzados no solo cumplen los 

objetivos académicos del trabajo, sino que también ofrecen una herramienta tangible para 

la optimización de la gestión del riesgo crediticio en la cartera de préstamos de libre 

inversión. 



 

4. Conclusiones y recomendaciones 

Las conclusiones de este trabajo confirman que un enfoque multiclase para la predicción 

del riesgo de crédito no solo es viable, sino que mejora sustancialmente la segmentación 

de la cartera frente a modelos binarios tradicionales. Esto valida la hipótesis principal del 

estudio: el enfoque multiclase con técnicas de aprendizaje automático superó en 

desempeño a la regresión logística convencional. Desde una perspectiva aplicada, esta 

mejora significa que el establecimiento de crédito podría anticipar muchos más casos de 

incumplimiento y también predecir cuáles créditos serán cancelados anticipadamente, 

mejorando la planificación de liquidez y utilidad.  

Se corroboró también que el contexto macroeconómico influye significativamente en el 

comportamiento de pago de los clientes. La incorporación de variables como la tasa de 

desempleo y la evolución de tasas de interés permitió capturar incrementos de riesgo 

durante el periodo de análisis, así como variaciones en el comportamiento según el ciclo 

económico. Este hallazgo refuerza la necesidad de modelos de riesgo que sean sensibles 

al contexto, por lo cual se recomienda a la entidad financiera monitorear indicadores 

macroeconómicos y ajustar sus políticas de originación y reservas de acuerdo con el 

entorno. Por ejemplo, ante aumentos en la tasa de desempleo, se sugiere endurecer los 

criterios de aprobación y en periodos de tasas de interés bajas, se debe anticipar una 

mayor tasa de prepagos, ajustando sus estrategias comerciales y de planeación financiera. 

Ahora bien, uno de los aportes más valiosos del estudio es la identificación de perfiles 

diferenciados de clientes así: el perfil de riesgo de default se caracteriza por clientes 

generalmente jóvenes, con altos niveles de endeudamiento relativo, ingresos limitados y 

en algunos casos un historial de pago incipiente; mientras que el perfil de prepago agrupa 

a clientes de mayor edad o con ingresos elevados, que presentan un buen historial y 

buscan cerrar sus deudas anticipadamente cuando cuentan con liquidez.  
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Esta diferenciación permite al establecimiento de crédito personalizar estrategias. Para el 

primer perfil, se recomienda intensificar la gestión de cobranza preventiva y el 

acompañamiento (por ejemplo, contacto temprano, reestructuraciones a tiempo, educación 

financiera focalizada), así como considerar herramientas de rescoring periódicas para 

anticiparse a posibles atrasos. Para el segundo perfil, el establecimiento de crédito puede 

implementar tácticas de retención, como ofrecer un crédito nuevo a tasa más baja antes 

de que el cliente busque refinanciarse con la competencia, o proponerle invertir sus 

excedentes en productos de ahorro o inversión dentro del establecimiento de crédito. De 

este modo, en vez de simplemente perder un crédito (y sus intereses futuros), la entidad 

puede retener tanto al cliente como sus recursos financieros. 

Además de lo anterior, el modelo desarrollado también se consolida como una herramienta 

de gestión del portafolio, pues al clasificar cada crédito en una de tres categorías de 

desenlace, permite implementar un sistema de alertas tempranas multirriesgo. Con una 

sola ejecución, el modelo clasifica los créditos vigentes y facilita la implementación de 

estrategias diferenciadas, de manera que a través de un sistema de alertas tempranas se 

administre de forma proactiva el portafolio de consumo, alineada con las mejores prácticas 

de gestión de riesgos basada en análisis predictivo y sistemas de monitoreo. 

Por otro lado, los hallazgos también permitieron confirmar diversas suposiciones teóricas, 

como la relación entre carga financiera, historial crediticio y riesgo de incumplimiento. Esta 

información enriquece el conocimiento interno del establecimiento de crédito sobre su 

cartera y tiene valor incluso para áreas distintas a riesgos, como planeación financiera o 

mercadeo. Por ejemplo, saber qué perfil de clientes tiende al prepago puede orientar 

campañas de fidelización, mientras que conocer los factores asociados al incumplimiento 

puede influir en el diseño de productos ajustados al perfil del cliente (como créditos con 

periodo de gracia inicial para jóvenes). 

A partir de estos resultados, se proponen las siguientes recomendaciones adicionales: 

Primero, implementar el modelo multiclase en el flujo operativo del establecimiento de 

crédito, el cual inicialmente, puede correr en paralelo al sistema de scoring actual para 

efectos de validación, y gradualmente integrarse en los procesos de toma de decisiones. 

En la originación, por ejemplo, se puede calcular simultáneamente la probabilidad de 
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default y de prepago, así si un cliente presenta muy alta probabilidad de prepago, el 

establecimiento de crédito podría ofrecerle un producto más adecuado (una línea más 

corta con menor tasa), o incluir una penalidad por prepago si está permitido 

normativamente. En la etapa de seguimiento, se sugiere asignar niveles de riesgo 

compuestos, es decir, clientes con alta probabilidad de default pasarían a gestión 

especializada, y aquellos con alta probabilidad de prepago ingresarían en un "plan de 

relacionamiento" específico. 

En segundo lugar, se recomienda actualizar el modelo de forma periódica, al menos una 

vez al año, para incorporar datos nuevos y cambios en las relaciones entre variables. 

Particularmente tras eventos extraordinarios como el COVID-19, conviene revisar si los 

patrones han cambiado estructuralmente o si surgieron nuevas variables relevantes. 

Mientras tanto, puede monitorearse su desempeño regularmente (por ejemplo, cada 

trimestre) comparando predicciones con resultados reales, lo que permite recalibrar 

oportunamente en caso de desviaciones sistemáticas. 

En tercer lugar, se sugiere extender este enfoque a otros productos crediticios, como 

créditos de vehículo o hipotecarios, donde los desenlaces múltiples son frecuentes y donde 

un modelo multiclase podría aumentar la precisión en la gestión del portafolio. En 

productos como tarjetas de crédito, aunque no exista como tal el prepago, pueden 

identificarse otros estados (activo, reestructurado, cancelado anticipadamente, etc.) que 

podrían beneficiarse de un enfoque similar. De manera especial, el portafolio hipotecario 

podría beneficiarse ampliamente de esta metodología, dada la frecuencia de prepagos y 

defaults en dicho producto.  

Asimismo, se recomienda revisar las políticas internas de riesgo y negocio con base en los 

hallazgos. Por ejemplo, ante el hallazgo de que los jóvenes presentan mayor riesgo de 

incumplimiento, el establecimiento de crédito podría considerar programas específicos 

para este segmento, como ofrecer montos menores, acompañamiento educativo o incluso 

figuras de codeudor. En contraste, ante la evidencia de que los clientes de mayores 

ingresos tienden al prepago, conviene ajustar las ofertas de plazo y tasa para que los 

plazos largos no impliquen pérdidas anticipadas por prepago. Adicionalmente, 

considerando la fuerte influencia macroeconómica, se propone implementar medidas 

diferenciadas: si la tasa de desempleo supera cierto umbral, aplicar temporalmente 

criterios de originación más restrictivos para mitigar el incremento esperado en default. 
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Desde la perspectiva de investigación, este trabajo abre diversas líneas futuras. Una de 

ellas consiste en explorar modelos más sofisticados como redes neuronales profundas o 

modelos bayesianos que incorporen la incertidumbre o ampliarse el set de variables para 

incluir datos alternativos y en tiempo real. Otra dirección relevante es cuantificar el impacto 

económico del modelo, simulando su efecto sobre la pérdida esperada o las utilidades 

netas si se implementaran acciones en función de sus predicciones. Además, se podría 

combinar el modelo de clasificación con modelos de supervivencia, lo cual permitiría no 

solo anticipar el desenlace del crédito, sino también estimar en qué momento ocurrirá. 

Finalmente, se recomienda usar el modelo multiclase en ejercicios de prueba de estrés, 

alterando variables macroeconómicas y estimando cuántos créditos migrarían a estados 

de mayor riesgo, fortaleciendo así la planeación de capital y la gestión de escenarios 

adversos. 

En conclusión, este trabajo confirma que la clasificación predictiva multiclase es una 

herramienta útil para la gestión del riesgo crediticio moderno. Al implementar las 

recomendaciones anteriores, la entidad financiera puede transformar estos hallazgos en 

ventajas concretas: reducción de morosidad, optimización de ingresos (minimizando 

prepagos no deseados) y una mejor experiencia para el cliente, al personalizar ofertas y 

estrategias de gestión según el perfil estimado. La adopción de enfoques analíticos 

integrales como el aquí presentado posicionará al establecimiento de crédito a la 

vanguardia en la administración de portafolios, combinando estabilidad financiera con 

agilidad para adaptarse al comportamiento real de sus clientes. 
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A. Anexo: Principios para la gestión 
del riesgo de crédito 

ASPECTO PRINCIPIO 

Establecer un 

entorno adecuado 

de riesgo crediticio. 

 

1. El consejo de administración debe ser responsable de aprobar 

y revisar periódicamente la estrategia de riesgo crediticio y las 

políticas de riesgo crediticio significativo, considerando factores 

como la tolerancia al riesgo, el nivel de rentabilidad que espera 

obtener, las condiciones del mercado, indicadores 

macroeconómicos e información prospectiva. 

 

2. La alta dirección debe ser responsable de implementar la 

estrategia de riesgo crediticio y de desarrollar políticas y 

procedimientos para identificar, medir, evaluar, monitorear, 

informar y controlar o mitigar el riesgo crediticio. 
 
 

3. La entidad debe identificar y gestionar el riesgo crediticio 

inherente a todos los productos y actividades. 
 

Operar bajo un 

sólido proceso de 

concesión de 

crédito. 

 

4. La entidad debe operar con criterios de concesión de crédito 

sólidos y bien definidos, los cuales incluyen el mercado objetivo, 

el perfil de riesgo y las características del prestatario, el propósito 

y la estructura del crédito, y su fuente de reembolso. 
 
 

5. La entidad debe establecer límites de crédito. 
 
 

6. La entidad debe contar con un proceso establecido para 

aprobar nuevos créditos, modificar, renovar y refinanciar los 

existentes, y garantizar un conocimiento exhaustivo de las 

características y el perfil de riesgo y de los prestatarios. 
 
7. Todas las concesiones de crédito deben realizarse en 

condiciones de mercado.  
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ASPECTO PRINCIPIO 

Mantener un 

proceso adecuado 

de administración, 

medición y 

seguimiento del 

crédito. 

 

8. La entidad debe contar con un sistema para la administración 

de sus carteras con riesgo crediticio. 
 
 

9. La entidad debe contar con políticas, procesos y metodologías 

para calificar, clasificar y supervisar todas las exposiciones 

crediticias. 
 
 

10. Se invita a la entidad a desarrollar y utilizar un sistema interno 

de calificación de riesgos para gestionar el riesgo de crédito.  
 
 

11. La entidad debe contar con sistemas de información y técnicas 

analíticas que le permita medir el riesgo de crédito inherente a 

todas las actividades. 
 
 

12. La entidad debe considerar factores macroeconómicos y de 

mercado al evaluar los créditos, así como su exposición al riesgo 

crediticio en condiciones de estrés. 

Garantizar 

controles 

adecuados sobre el 

riesgo crediticio. 

 

13. La entidad debe establecer un sistema de evaluación a sus 

procesos de gestión del riesgo crediticio, y comunicar sus 

resultados a la administración y a la alta dirección. 
 
 

14. La entidad debe garantizar que la concesión de crédito se 

gestione adecuadamente y que las exposiciones crediticias se 

mantengan dentro de niveles aceptables a través de herramientas 

como el control interno. 
 
 

15. La entidad debe contar con un sistema para la aplicación 

oportuna de medidas correctivas en caso de deterioro de los 

créditos y la gestión de exposiciones problemáticas. 
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ASPECTO PRINCIPIO 

El papel de los 

supervisores. 

 

16. Los supervisores deben exigir que las entidades crediticias 

cuenten con un sistema eficaz para identificar, medir, evaluar, 

supervisar, informar y controlar o mitigar el riesgo crediticio como 

parte de un enfoque integral de gestión de riesgos.  

 
 

Fuente: Elaboración propia con base en Bank for International Settlement [BIS], 2025. 

B. Anexo: Algoritmos de 
clasificación empleados en el 
modelado, con sus características y 
ventajas. 

Algoritmo Características principales Ventajas para el problema 

Regresión 

Logística 

Modelo lineal que estima la 

probabilidad de cada clase 

combinando las variables de 

entrada de forma sencilla. 

 

Es un enfoque interpretable y 

computacionalmente eficiente. 

Sirve como línea base tradicional. 

Suele funcionar bien con 

características lineales y permite 

conocer la influencia de cada 

variable a través de sus 

coeficientes. 
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Algoritmo Características principales Ventajas para el problema 

Máquina de 

Vectores de 

Soporte 

 (SVM) 

Busca la mejor frontera de 

separación entre clases y 

puede usar funciones 

matemáticas (kernels) para 

separar datos que no son 

lineales. 

Funciona bien en problemas con 

muchas variables. Puede separar 

clases complejas mediante kernels 

y es robusta ante el sobreajuste 

con una configuración adecuada. 

Árbol de Decisión 

Clasifica los datos 

dividiéndolos paso a paso 

mediante reglas basadas en 

las variables, de forma similar 

a una secuencia de 

decisiones. 

Alta interpretabilidad. Útil para 

descubrir reglas claras de 

clasificación y detectar 

interacciones entre variables sin 

necesidad de preprocesamiento 

avanzado. 

Bosque Aleatorio 

(Random Forest) 

Conjunto de árboles de 

decisión que trabajan en 

paralelo sobre distintas 

muestras del conjunto de 

datos para mejorar precisión. 

Ofrece alta precisión y estabilidad. 

Es resistente al ruido y al 

sobreajuste. Puede manejar datos 

desbalanceados y mixtos sin gran 

ajuste. 

XGBoost  

(Extreme Gradient 

Boosting) 

Construye árboles de decisión 

secuencialmente, cada uno 

aprendiendo de los errores del 

anterior, lo que lo hace muy 

potente para captar patrones 

complejos. 

Logra un rendimiento predictivo 

sobresaliente. Es eficiente con 

grandes volúmenes de datos, 

permite ajustar muchos parámetros 

y capta patrones complejos de 

forma robusta. 

Naive Bayes 

Gaussiano 

Modelo basado en 

probabilidad que asume que 

las variables son 

independientes entre sí y 

siguen una distribución 

normal. 
 

Muy rápido y simple. Útil como 

línea base y sorprendentemente 

efectivo en escenarios con muchas 

variables, a pesar de sus 

supuestos fuertes. 

 

 
 



56  

 

Algoritmo Características principales Ventajas para el problema 

K-Vecinos Más 

Cercanos 

 (K-NN) 

Asigna la clase según los 

casos más similares. No 

aprende un modelo, sino que 

compara directamente con los 

datos previos. 

No necesita entrenamiento previo. 

Es útil para comparar patrones 

cercanos entre observaciones y 

detectar grupos naturales en los 

datos. 

Red Neuronal 

Multicapa  

(MLP) 

Modelo de red neuronal 

artificial con una capa de 

entrada, una o más capas 

ocultas de neuronas, y una 

capa de salida. Cada neurona 

realiza una combinación lineal 

de las entradas con pesos 

ajustables seguida de una 

función de activación no 

lineal. Se entrena mediante 

propagación hacia atrás del 

error. 

Captura relaciones no lineales y 

complejas. Tiene alto poder 

predictivo y puede modelar 

interacciones que otros modelos no 

detectan. 

Ensamble 

Boosting 

(AdaBoost) 

Combina varios modelos 

simples, corrigiendo en cada 

paso los errores anteriores, y 

se enfoca especialmente en 

los ejemplos difíciles. 

Mejora la detección de clases 

difíciles. Aumenta la sensibilidad 

en clases minoritarias y puede 

equilibrar sesgo y varianza del 

modelo final. 

Extra Trees 

(Extremely 

Randomized 

Trees) 

Variante de bosques 

aleatorios donde además de 

muestrear registros se 

introducen divisiones 

aleatorias en los nodos de los 

árboles, en lugar de buscar 

siempre la mejor división. Esto 

agiliza el entrenamiento y 

diversifica aún más los 

árboles. 

Más rápido que Random Forest. Su 

aleatoriedad extra puede reducir el 

sobreajuste y mejorar la diversidad 

de los árboles en el ensamble. 
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Algoritmo Características principales Ventajas para el problema 
 

Gradient Boosting 

Ensamble secuencial de 

árboles de decisión que 

optimiza una función de 

pérdida mediante el descenso 

por gradiente. A cada árbol se 

le asigna una corrección 

sobre los errores del anterior. 

Altamente preciso. Ideal para 

problemas con clases 

desbalanceadas y estructuras de 

datos complejas. Permite controlar 

el sobreajuste con regularización. 

Linear 

Discriminant 

Analysis  

(LDA) 

Método estadístico que 

proyecta los datos en un eje 

que maximiza la separabilidad 

entre clases. Asume 

normalidad multivariada y 

covarianza homogénea. 

Muy eficiente y fácil de interpretar. 

Puede ser competitivo en 

problemas bien estructurados y 

con clases claramente 

diferenciables. 

Bagging  

(Bootstrap 

Aggregating) 

Técnica de ensamble que 

entrena múltiples modelos 

sobre subconjuntos del 

entrenamiento obtenidos por 

muestreo con reemplazo. 

Reduce la variación y mejora la 

generalización. Es útil para 

estabilizar modelos sensibles a los 

datos como los árboles de 

decisión. 

SGD  

(Stochastic 

Gradient Descent) 

Método iterativo para 

minimizar funciones de 

pérdida en modelos lineales, 

actualiza los pesos tras cada 

observación. 

Altamente escalable. Funciona 

bien en conjuntos de datos grandes 

y se puede aplicar a modelos 

lineales rápidos de entrenar. 

   
Fuente: (Shalev-Shwartz & Ben-David, 2014; Aggarwal, 2018; Zhang & Ma, 2018; Géron, 2019; Kelleher, 

Mac Namee, & D'Arcy, 2020; Russell & Norvig, 2020; Dinov, 2023) 
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C. Anexo:  Métricas de evaluación utilizadas, con 
su definición y cómo interpretar sus valores. 

Métrica Definición Interpretación en el contexto 

Accuracy 

(exactitud) 

Proporción de predicciones 

correctas sobre el total de 

predicciones realizadas. 

Mide la precisión global del modelo 

en el conjunto de datos. Un valor alto 

(cercano a 1 o 100, según la escala) 

indica que el modelo acierta la 

mayoría de las predicciones.  

Precision 

(precisión) 

Fracción de casos predichos 

como positivos que realmente 

pertenecen a la clase positiva. 

Indica la exactitud de las alertas 

del modelo para una clase dada. Por 

ejemplo, una alta precisión en la 

clase default significa que de todos 

los créditos que el modelo marcó 

como default, la mayoría 

efectivamente fueron defaults reales 

(pocos falsos positivos). En la 

práctica de riesgo, una alta precisión 

en default implica confianza en que 

cuando el modelo señala un posible 

incumplimiento, es muy probable 

que realmente sea riesgoso. Una 

baja precisión significaría que el 

modelo lanza muchas alertas de 

default equivocadas (muchos 

clientes predichos en default que 

terminan en pago total o prepago). 

Recall 

(sensibilidad) 

Fracción de casos positivos 

reales que el modelo logra 

identificar correctamente. 

Mide la cobertura o capacidad de 

detección del modelo para una 

clase. Un recall alto en default indica 

que el modelo logra capturar la 

mayoría de los créditos que 

terminaron en incumplimiento 

(pocos falsos negativos se 
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Métrica Definición Interpretación en el contexto 

escapan). Esto es crucial para la 

clasificación del riesgo: un recall bajo 

en default implicaría que muchos de 

los clientes que eventualmente 

incumplen no fueron detectados por 

el modelo (pasaron inadvertidos, con 

consecuencias financieras graves). 

Por otro lado, un recall alto a veces 

viene a costa de menor precisión, 

por lo que debe buscarse un 

equilibrio. Para la clase prepago, un 

recall alto significaría que el modelo 

identifica casi todos los casos de 

prepago (útil para estrategias 

comerciales de retención). 

F1-Score 

(puntuación 

F1) 

Media armónica entre la 

precision y el recall. 

Es una medida resumen del 

desempeño enfocada en la clase 

positiva13 (categoría de interés), útil 

especialmente cuando las clases 

están desbalanceadas. Un F1-Score 

alto indica que el modelo mantiene 

un buen balance entre precision y 

recall. En el contexto de default 

(categoría de interés) /prepago, el 

F1-Score combina la capacidad de 

detectar estos eventos (recall) con la 

confiabilidad de dichas detecciones 

 
 

13 La "clase positiva" se refiere a la categoría de interés principal en una clasificación binaria o multiclase, es 
decir, aquella que el modelo intenta identificar con mayor atención. Por convención, en problemas binarios, se 
etiqueta como “1”. 
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Métrica Definición Interpretación en el contexto 

(precision). Un valor alto sugiere que 

el modelo no solo encuentra la 

mayoría de los defaults (por ejemplo) 

sino que además la mayoría de sus 

predicciones de default son 

correctas. Por el contrario, un F1-

Score bajo revela que el modelo o 

bien no está capturando suficientes 

eventos positivos (default), o está 

generando demasiados falsos 

positivos, o ambas cosas. 

Fuente: (Shalev-Shwartz & Ben-David, 2014; Aggarwal, 2018; Zhang & Ma, 2018; Géron, 2019; Kelleher, 

Mac Namee, & D'Arcy, 2020; Russell & Norvig, 2020; Dinov, 2023) 
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