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Resumen

Modelo de aprendizaje automático para la clasificación temprana de flujos de

texto aplicado a la detección de desórdenes psicológicos.

La representación adecuada de los flujos de textos en un modelo de aprendizaje automático

permite la acumulación efectiva de evidencia secuencial, donde los algoritmos toman la de-

cisión de clasificación cuando hay suficiente certeza para determinar la existencia de cierto

tipo de riesgo. Lo que resulta determinante en la detección temprana de trastornos mentales

con tendencia al suicidio. Inspirado en lo anterior, el presente trabajo de investigación toma

por objeto la realización de un modelo de aprendizaje automático efectivo en la detección de

desórdenes psicológicos, como son la depresión, la anorexia y la autolesión; manifestados en

los flujos de texto discriminados de publicaciones con caracterizaciones determinantes en la

red social Reddit. El modelo establecido en esta tesis es entrenado por varios conjuntos de

datos etiquetados por expertos del Conference and Labs of the Evaluation Forum (CLEF),

dando lugar al establecimiento de una propuesta con menor número de escritos requeridos

en la detección, sobresaliendo en la métrica ERDE y F1 en la identificación temprana de

población con tendencia a la anorexia.

Palabras clave: Detección temprana de riesgo, Anorexia, Depresión, Aprendizaje au-

tomático, Autolesión, ERDE, LTP, Latency-weigthed F1.
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Abstract

Machine learning model for early classification of text streams applied to early

detection of psychological disorders.

The adequate representation of text streams in a machine learning model allows the effective

accumulation of sequential evidence, in which the algorithms make the classification decision

when there is sufficient certainty to determine the existence of a certain type of risk. What

is decisive in the early detection of mental disorders with a tendency to suicide. Inspired by

the above, the present research work aims to carry out an effective machine learning model

in the detection of psychological disorders, such as depression, anorexia and self-harm; mani-

fested in the discriminated text streams of publications with decisive characterizations in the

Reddit social network. The model established in this thesis is trained by several data sets

labeled by experts from the Conference and Labs of the Evaluation Forum (CLEF), leading

to the establishment of a proposal with a lower number of writings required in detection,

excelling in the ERDE and F1 metrics in the early identification of a population with a

tendency to anorexy.

Key words: Early Risk detection, Anorexia, Depression, Machine Learning, Self-harm,

ERDE, LTP, Latency-weigthed F1.
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4-4 Descripción gráfica de algoritmo para la clasificación temprana de riesgo . . 58

5-1 Desbalanceo de clases en eRisk2017 . . . . . . . . . . . . . . . . . . . . . . . 60

5-2 Nube de palabras de las publicaciones de las personas diagnosticadas con

depresión (a) contra las no diagnosticadas o sanas (b). . . . . . . . . . . . . 61

5-3 Distribución de comentarios de usuarios. En (a) todos los usuarios y en (b)

los diagnosticados con algún trastorno mental. . . . . . . . . . . . . . . . . . 62

5-4 Transformación y división de conjunto de datos en eRisk2017 y eRisk2018

para entrenamiento, validación y pruebas del modelo . . . . . . . . . . . . . 63

5-5 Puntajes F1 chunk por chunk de Early DeepBoSE y evaluación de metodoloǵıas
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tos verdes de la gráfica corresponden a la puntuación alcanzada por Early

DeepBoSE y en (b) los resultados globales de la métrica ERDE, entre más

bajo menor penalización. Los puntos verdes son los resultados alcanzados por

Early DeepBoSE. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69



Lista de tablas

2-3 Estructura de archivos en formato XML. . . . . . . . . . . . . . . . . . . . . 19

2-4 Conjunto de datos de eRisk2017 en la tarea de detección temprana de depresión. 20

2-5 Conjunto de datos de eRisk2018 en la tarea de detección temprana de depresión. 20

2-6 Conjunto de datos de eRisk2018 en la tarea de detección temprana de anorexia. 21

2-7 Conjunto de datos de eRisk2019 en la tarea de detección temprana de anorexia. 22

2-8 Conjunto de datos de eRisk2019 exclusivamente para pruebas en la tarea de

detección temprana de autolesión. . . . . . . . . . . . . . . . . . . . . . . . . 23
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1 Introducción

La producción cient́ıfica en el área del Procesamiento de Lenguaje Natural ha promovido

el desarrollo de técnicas que pueden ser usadas en la investigación de la salud mental de

las personas [1] que permiten fomentar la atención de carácter social. Aspecto que resulta

de interés fundamental para el ejercicio profesional contemporáneo, en el que la interdisci-

plinariedad es esencial en la formulación de nuevas estrategias, productos y avances en el

área. Ante dicho contexto, se hace necesario determinar que los desórdenes psicológicos son

conjuntos de śıntomas y afecciones que impactan los pensamientos, sentimientos, estados de

ánimo y comportamientos de un individuo, provocando un grado de malestar, discapacidad

o riesgo cĺınicamente significativo para la salud del mismo; dichos desórdenes pueden llegar

a ser ocasionales o duraderos [2]. Esta definición permite a su vez, evidenciar el grado de

impacto que puede generar la construcción de métodos en el desarrollo de estrategias que

faciliten a los organismos competentes, determinar en un tiempo oportuno las posibles car-

acteŕısticas poblacionales en la prevención e intervención temprana a dichas afecciones en la

salud.

Con el propósito de desarrollar un modelo con los fines propuestos, es importante señalar que

para este ejercicio investigativo se seleccionaron los siguientes trastornos psicológicos, como

tópico de análisis en el desarrollo de un modelo efectivo para su identificación: la anorexia,

un trastorno alimenticio que consiste en una obsesión por la pérdida de peso y un restrictivo

consumo de caloŕıas, dicho trastorno tiende a presentarse principalmente en mujeres jóvenes
1. En segunda instancia se encuentra la depresión, como una de las alteraciones que más se

estudia en el contexto actual de la salud mental; Según la Organización Mundial de la Salud

(OMS), 350 millones de personas en el mundo padecen esta enfermedad, y de acuerdo con sus

predicciones, se estima que para el 2030 la depresión será la principal causa de enfermedades

a nivel mundial [3]. En tercer lugar, la autolesión, que aunque se encuentra clasificada

como un trastorno, está estrechamente relacionada con la manifestación de depresión; sobre

este hecho existen varios motivos relacionados con los daños auto infligidos o intentos de

suicidio, además, los sujetos que han sido diagnosticados anteriormente con algún grado de

depresión, han presentado consumo excesivo de sustancias psicoactivas 2.

Dado su alto impacto en la salud f́ısica y psicológica de las personas y su urgente atención,

la presente tesis de investigación toma por finalidad el contribuir en la identificación de

dichos trastornos en las primeras fases de manifestación, puesto que es en esta instancia

1http://www.cruzroja.es/crj/docs/salud/manual/005.pdf
2https://www.who.int/mentalhealth/mhgap/evidence/suicide/q1/es/
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que se puede llegar a reducir de manera considerable el riesgo para las personas de caer

en la incapacidad permanente e inclusive hasta la muerte. Tal como mencionan Allen et

al. [4], existen tratamientos en las etapas tempranas de alteraciones depresivas, eludiendo

el progreso de los factores de riesgo de recáıda. Asimismo, la detección oportuna de los

trastornos mentales busca minimizar los efectos adversos y devolverlos a su vida normal [5].

En consecuencia, se ha establecido como prioridad el detectar este tipo de riesgos en las

redes sociales, con poca evidencia o pocos datos para poder tomar decisiones en tiempos

oportunos. Esto ha promovido el desarrollo de la investigación en el área de la detección

temprana de riesgo (también conocido como eRisk en inglés). ‘‘La detección temprana

implica un proceso de acumulación de evidencia secuencial donde los algoritmos toman la

decisión de clasificación cuando hay suficiente evidencia sobre cierto tipo de riesgo” [6].

Es por esta razón que la clasificación temprana de riesgos podŕıa ser pionera en una nueva

área de investigación interdisciplinaria que sea potencialmente aplicable a una amplia var-

iedad de perfiles, de prioritaria atención e intervención [6]. Adicionalmente, la detección

temprana de riesgos como subcategoŕıa del análisis de sentimiento es un nuevo campo de

investigación que cada vez toma mayor relevancia en áreas relacionadas a la salud, la seguri-

dad y el el bienestar en el contexto actual.

1.1 Identificación del problema

Uno de los principales retos en la identificación de usuarios con trastornos mentales, a partir

de sus publicaciones en las redes sociales, radica en el hecho de que se ha formulado como

un problema de clasificación binaria, donde la clase objetivo es estar en riesgo de padecer

uno de estos trastornos y la otra es estar sano. Adicionalmente, existen 2 escenarios en los

que se puede hacer la clasificación: El primero es la forma no temprana, es decir, teniendo

en cuenta el histórico completo de textos; y en segunda instancia, el modo de detección

temprana.

En el primer escenario de evidencia histórica completa, la investigación se aborda como un

problema estándar de clasificación donde se requiere una predicción, en este caso binaria.

Mientras que en el escenario de clasificación temprana, el sistema necesita minimizar el

número de comentarios que utiliza durante la fase de pruebas, llegando a penalizar un sistema

por utilizar más comentarios. Cabe señalar que, en este contexto, el concepto “temprano”

es totalmente válido, ya que se hace referencia a las publicaciones de los usuarios que están

ordenadas cronológicamente. Entonces, cuando un sistema de detección temprana usa pocos

comentarios para generar una predicción, realmente está tomando una decisión temprana en

el tiempo. Por consiguiente, el mejor de los escenarios es tomar decisiones tempranas sin

comprometer la precisión del modelo, con el objetivo de que los usuarios que padezcan un

trastorno mental puedan recibir tratamientos antes de que los śıntomas se agraven. Por esta

razón, se necesita construir sistemas que automaticen la detección de este tipo de riesgos y
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que permitan actuar de una manera preventiva y no solo reactiva. Para lograrlo, se usan

técnicas de Procesamiento del Lenguaje Natural en el análisis de las publicaciones realizadas

en redes sociales por personas con las caracteŕısticas antes planteadas, y posteriormente

hallar aquellos patrones que permiten identificar y distinguir el estilo de escritura y la forma

de expresarse de un usuario diagnosticado, en comparación con la de uno sano.

Algunas de las estrategias empleadas para determinar si una persona está enfrentando even-

tos de anorexia, depresión o autolesión, se han apoyado de modelos matemáticos y es-

tad́ısticos que hacen uso de los ordenadores en la creación de modelos para la clasificación

de texto. Estos modelos, a su vez son adaptaciones de técnicas que se aplican a clasificación

de texto, las cuales necesitan de todo el histórico acumulado de comentarios hechos por los

usuarios para hacer el proceso de clasificación; y en segunda instancia, diferir de los escenarios

donde las redes sociales se publican en tiempo real de manera constante a través de los flujos

de texto [7]. Cabe mencionar que la tecnoloǵıa actualmente empleada trabaja únicamente

de manera reactiva y no preventiva [6]. Es decir, opera siguiendo el rastro a los usuarios de

Internet, haciendo la detección cuando las v́ıctimas ya hacen expĺıcitos sus trastornos o han

cometido algún tipo de daño a śı mismos [7]. Por consiguiente, es necesario ir más allá de las

soluciones que se han construido para la detección tard́ıa y fomentar la investigación sobre

soluciones vanguardistas de detección temprana que sean capaces de reconocer los estados y

comportamientos en el tiempo oportuno para quienes corren algún tipo de riesgo [6].

Para lograrlo, se hace necesario recurrir al lenguaje escrito, como un medio y recurso indi-

cador del estado emocional, social o mental de las personas en el ámbito público [8]. De

manera que una de las claves de este ejercicio radica en el análisis de contenidos expuestos

en las redes sociales de Internet, al ser las herramientas más empleadas en la transmisión de

sentimientos, puntos de vista y estados [9].

Los aspectos dif́ıciles del problema están relacionados con el ruido inherente asociado a los

datos de las redes sociales. Ahora bien, en este tipo de flujo de datos, espećıficamente

hablando de texto, se manifiesta un obstáculo evidente y retador como lo es su longitud, que

al ser limitada entorpece el procesamiento de información imparcial que está actualmente

disponible; adicionalmente, su escritura es de carácter informal, la relevancia no es total, su

frecuencia no es consistente, y finalmente, los conjuntos de datos son desbalanceados, lo cual

dificulta el proceso de clasificación en los algoritmos de aprendizaje supervisado [9].

Estos datos que son organizados, de acuerdo con su fecha de publicación, son el principal

insumo para trabajar con flujos de texto, tratados como secuencias de datos que son con-

struidos para estar disponibles a lo largo del tiempo. Una vez se obtienen estos datos, deben

ser limpiados, filtrados y procesados de acuerdo con las necesidades de la investigación. Sin

embargo, uno de los principales retos que existen en la detección temprana de riesgo tiene

que ver con la creación de una representación apropiada de estos flujos de texto que permitan

obtener los patrones que hacen expĺıcita la presencia de un trastorno psicológico.

Una vez obtenida la representación adecuada de los flujos de texto, es necesario construir

algoritmos o modelos que se encarguen de intentar estimar si la persona padece algún tipo
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de riesgo de trastorno mental. Luego, para evaluar su desempeño, se necesitan métricas

que permitan tener en cuenta tanto la evidencia, la latencia como la velocidad para tomar

una decisión correcta. Entre ellas se encuentran ERDE, LTP, Speed y LWF1, las cuales

serán analizadas más adelante. Ante esto, la revisión sistemática de literatura permitió es-

tablecer que los modelos del estado del arte analizados poseen falencias, ya que no existe

un compromiso entre procesar la menor cantidad de publicaciones posibles para los casos

de riesgo positivo (LTP) y la exactitud de la clasificación (LWF1). Aśı mismo, la mayoŕıa

de los modelos construidos poseen arquitecturas de redes neuronales profundas en el que las

estrategias y reglas creadas para clasificar de manera temprana adolecen de interpretabilidad.

Ahora bien, y teniendo en cuenta los argumentos anteriormente expuestos, se formularon las

siguientes preguntas de investigación para la presente tesis:

• ¿Cómo representar apropiadamente los flujos de texto en la tarea de clasificación tem-

prana?

• ¿Cuáles son las estrategias que deben ser aplicadas para que un modelo tome la decisión

de detectar a un usuario que está en riesgo de padecer un trastorno mental?

1.2 Objetivo principal y espećıficos

1.2.1 Objetivo principal

Desarrollar un modelo de aprendizaje automático para la clasificación temprana de flujos de

texto aplicado a desórdenes psicológicos.

1.2.2 Objetivos espećıficos

• Adaptar una estrategia de representación de flujos de texto adecuada para la clasifi-

cación temprana.

• Implementar una estrategia basada en aprendizaje automático para la clasificación

temprana de flujos de texto de manera efectiva.

• Evaluar el desempeño del modelo propuesto por medio de métricas usadas para esta

tarea en el estado del arte.

1.3 Estructura de tesis

El presente documento investigativo está organizado en seis caṕıtulos que se componen de

la siguiente manera: El caṕıtulo uno presenta la introducción a la tesis, la identificación del
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problema, el objetivo principal y espećıficos. El segundo caṕıtulo describe el estado del arte

de los métodos y técnicas aplicadas en la mineŕıa de los flujos de texto, las caracteŕısticas del

lenguaje como evidencia de desórdenes mentales y la clasificación temprana de flujos de texto.

En este mismo caṕıtulo se abordan los challenges o competencias que han sido organizadas

por el CLEF junto a los conjuntos de datos , la descripción de las métricas del estado del

arte usadas para la validación del modelo propuesto y finalmente el modelo DeepBoSE. En

el caṕıtulo tres se exponen los análisis realizados para la clasificación temprana a través

de varios enfoques propuestos. El cuarto caṕıtulo exhibe la descripción del modelo Early

Deep Bag-of-sub-Emotions y cada una de las fases que lo componen. En su última fase de

la decisión temprana de riesgo, se aborda la explicación del funcionamiento del algoritmo

creado para este fin. El penúltimo caṕıtulo aborda la evaluación experimental, donde se

detalla el montaje experimental, el entrenamiento, los modelos de ĺınea base, resultados y

discusión. Finalmente, el caṕıtulo sexto expone las conclusiones de la presente tesis y trabajo

futuro.



2 Trabajos relacionados

En el presente trabajo de investigación se aborda el campo de la clasificación temprana, apli-

cada en la detección temprana de desordenes mentales y haciendo uso de los flujos de texto.

Para conseguirlo, se define en primera instancia qué son los flujos de datos, espećıficamente

los flujos de texto, y a través de una revisión sistemática de literatura se describen las prin-

cipales técnicas y métodos que se han construido para analizar los comentarios expuestos en

las redes sociales de Internet. De igual manera, se establece una sección de mineŕıa de los

flujos de texto y se categoriza cómo abordar este conjunto de estrategias en las personas con

los trastornos mentales seleccionados para esta tesis.

Por otra parte, se agrega una sección donde se agrupen las caracteŕısticas del lenguaje

que sean considerados como evidencia de desórdenes psicológicos. Esta sección da lugar al

análisis de diversas capacidades del Procesamiento del Lenguaje Natural en la consecución

de esta tarea. Alĺı se expresan las estrategias que han sido utilizadas en la detección de

patrones en la escritura de usuarios con este tipo de trastornos. A esto, se añaden los

diferentes conjuntos de datos referenciados para el entrenamiento de los diferentes modelos.

En otra instancia, se agrega una sección dedicada a las competencias asociadas a la detección

temprana de acuerdo con el marco del CLEF 1, exponiendo el propósito y motivación de las

tareas creadas. También, se detallan los conjuntos de datos usados en estos retos junto a las

reglas y estrategias adaptadas para la clasificación temprana, adaptadas por los equipos que

participaron en estos desaf́ıos.

En la sección 2.5 se aborda cada una de las métricas de clasificación temprana, la motivación

para ser creadas y los principales parámetros que se tienen en cuenta para ser modeladas y

ajustadas; según sea el tiempo que se tarda un sistema en tomar una decisión, en proporción

a los datos empleados para hacer una predicción.

Finalmente, en la Sección 2.6 se expone el modelo Deep Bag-of-Sub-Emotions, un modelo

de aprendizaje automático con componentes de aprendizaje profundo, construido para la

clasificación de la depresión. Este es un modelo end to end, por lo que combina las fases de

representación y clasificación en un método que puede ser totalmente entrenado. De esta

manera, resulta ser este el modelo base para abordar el problema de clasificación temprana.

1http://www.clef-initiative.eu/
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2.1 Mineŕıa de flujos de texto aplicada en datos de redes

sociales

El progreso tecnológico que se ha gestado en el hardware permite que se incremente el uso

y el procesamiento de los flujos de datos de forma constante. Tal es el ejemplo de los

datos captados al hacer pagos con tarjetas de crédito, realizar transacciones, a través de la

telemetŕıa de los dispositivos conectados o instrumentos de centros de datos y, para este caso

de estudio, cuando se publica nueva información en las redes sociales [10]. Un ejemplo de

ello es la red social Reddit, uno de los 6 sitios web con más tráfico en los Estados Unidos

y el Reino Unido, con cerca de 430 millones de usuarios activos mensualmente y más de

130,000 comunidades activas. Asimismo, en esta red social hay al menos 2.9 millones de

publicaciones al d́ıa, con picos de 76 publicaciones por segundo, de acuerdo con Martinez-

Castaño et al. [11].

Cabe señalar que un flujo de datos se define como una secuencia de ı́tems usualmente

construidos para estar disponibles a lo largo del tiempo. Un flujo de datos puede verse

como un proceso continuo y potencialmente infinito. Además, estos flujos de datos tienen

un tamaño variado, sobre lo que una vez se ha procesado un elemento, este es descartado o

archivado [12].

Ante lo anterior, el primer reto en el procesamiento de flujos es la enorme cantidad de

datos entrantes en un sistema frente a los limitados recursos y el espacio para almacenar la

información en memoria.

El segundo desaf́ıo en este tipo de procesamiento es la alta velocidad de los datos que in-

gresan en el sistema contra los recursos limitados en el tiempo de cálculo; esto hace que sea

imposible procesar todos los datos. Al trabajar con este tipo de datos, se generan algunos

problemas dada su naturaleza. Por ejemplo, realizar una clasificación adaptada a los recur-

sos, debido a que estos flujos debeŕıan clasificarse por demanda. Esto parte del hecho de que

los clasificadores podŕıan estropearse para proporcionar un aprendizaje incremental. En el

escenario de la clasificación se han estudiado otros contextos, como lo es el relacionado con

texto y grafos. Tales escenarios pueden requerir técnicas dedicadas debido a la diferencia en

el formato de datos [10].

La investigación requiere del análisis de los flujos de texto, especialmente en aquellas se-

cuencias de datos generados por los usuarios de las redes sociales como Facebook, Twitter o

Reddit.

En la tabla 2-1 se organizaron varias de las estrategias utilizadas en la representación y clasifi-

cación de los flujos de texto, junto al conjunto de datos que emplearon en sus experimentos.

Las tareas que se resolvieron están relacionadas con la detección de noticias emergentes,

eventos de amenazas cibernéticas, sarcasmo y monitoreo de anomaĺıas en tiempo real.

Las estrategias empleadas para la representación son muy similares. Por ejemplo, la ex-

tracción de términos o palabras clave y el posterior conteo de frecuencias usando el pesado

tf-idf, es aplicado en la mayoŕıa de trabajos revisados [11, 13, 14, 15, 16]. Cabe decir que la
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tarea de ingenieŕıa de caracteŕısticas se desarrolló a partir del uso de herramientas para la

extracción de variables como POS tagging de NLP, autoencoders y agrupamiento.

Es de señalar que las máquinas de soporte vectorial (SVM), los modelos de regresión loǵıstica

y Naive Bayes, son los modelos de clasificación más usados.

Por otro lado, cerca del 55% de los trabajos revisados en la Tabla 2-1 usaron el API de

Twitter para la elaboración de sus experimentos. Esta red social es una de las fuentes de

datos más importantes para la investigación de los flujos de datos, especialmente para el

problema de investigación seleccionado en esta tesis.

Representación y modelos de clasificación para los flujos de texto
Referencia Representación Modelo aplicado Conjunto de datos

Kucher, 2020 [17]
Unigramas y bigramas
para tokenización
de textos.

Modelo de regresión
loǵıstica y VADER
para clasificación
de sentimientos.

Twitter y Reddit.

Moutidis, 2020 [18]
N-gramas,
bolsas de palabras.

VADER para clasificación
de sentimientos.

Twitter US2012,
US2016 , US2019
y Reddit.

Bose, 2020 [19]
Pesado de términos
con Tf-Idf.

Aprendizaje no supervisado
Algoritmo de agrupamiento
basado en densidad:
DBScan.

Twitter API.

Mohr, 2017 [20]
Extracción de caracteŕısticas
con autoencoders.

Naive Bayes y cadenas
ocultas de Markov,
SVM y regresión loǵıstica.
No supervisado: K-medias.

Flujos de datos
de dispositivos móviles,
accesorios y aplicaciones
de ordenadores.

Guille, 2015 [21]
Extracción de caracteŕısticas
con Trending Score.

K-vecinos más cercanos
y proponen MABED,
ET-LDA (Event
Tweet LDA).

Twitter API:
Tweets en inglés y
francés.

Xie, 2016 [14] Bolsa de palabras.
Proponen TopicSketch
comparan con Twevent.

Twitter API.

Yu2017, 2017 [22]
Bolsas de
términos claves.

Proponen Ring (Real-Time
Emerging Anomaly Monitoring
System Over Text Streams) y
Naive Bayes.

Weibo API.

Koudas, 2014 [23]
Estracción de caracteŕısticas
con el uso de grafos densos.

DynDens combinado
con un umbral explorado.

Twitter API.

Godahewa, 2020 [15]
Frecuencia de términos
con Bolsa de palabras
y uso de Word2Vec.

Crearon SAODE
inspirado en Naive
Bayes.

RCV1-v2 Dataset y
NYT Dataset.

Dragos, 2020 [24] Bolsa de palabras.
LDA, Naive Bayes y
árboles de decisión.

Twitter API.
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Representación y modelos de clasificación para los flujos de texto. Continuación
Referencia Representación Modelo aplicado Conjunto de datos

DeMaio,2020 [25]

Extracción de caracteŕısticas
a partir de un conjunto
de entidades citadas,
conjunto de tópicos y
ventana de tiempo
de publicación de tweets.

Fuzzy Formal
Concept Analysis framework.

Twitter API y
Google News.

Martinez, 2020 [11] Pesado con Tf-idf.
Modelo de regresión
loǵıstica con penalizador
L1.

Reddit: eRisk2017 y
eRisk2018 en
Detección temprana de
depresión.

Christophe,2019 [16]
Bolsas de palabras y
pesado TF-IDF.

LDA, K-vecinos más cercanos
TopicSketch.

New York Times
Annotated Dataset
y Twitter API

Alsumait,2008 [26] Bolsas de términos.

OLDA (Online LDA),
Empirical Bayes,
SVM y redes neuronales
multicapa.

NIPS y Reuters-21578.

Mei, 2005 [27]
Extracción de caracteŕısticas
a partir de grafos y ciclo
de vida de tópicos.

Modelos ocultos
de Markov.

Google News (Art́ıculos
sobre tsunami asiático),
KDD Conference.

Song, 2014 [28]
Extracción de caractaeŕısticas
a partir del agrupamiento
de los flujos de texto.

Árboles de decisión,
Random Forest y
SVM lineal.

Spam Assasian Collection
EnronEmail Dataset y
Reuters.

Miller, 2012 [29]
N-gramas.

Naive Bayes y
perceptrones multicapa. Twitter API.

Prasad, 2017 [30]
Creación de caracteŕısticas
con POS tags y
posterior pesado con tf-idf.

Random Forest, Gradient
Boosting, Decision
Tree, Adaptive
Boost, regresión
loǵıstica y Gaussian
Naive Bayes.

Twitter API.

Liu, 2008 [13]
Agrupación de flujos
de texto / tf-idf.

OCTS y OCTSM. 20ng-groups (20NG).

Tabla 2-1: Representación y modelos de clasificación para los flujos de texto.

2.2 Caracteŕısticas del lenguaje como evidencia de

trastornos psicológicos

La relación existente entre los trastornos psicológicos y el lenguaje ha sido ampliamente

investigada. De acuerdo con lo planteado en [31], cuando una persona padece depresión, su

lenguaje presenta una serie de cambios representativos, uno de ellos es el uso exagerado del

pronombre personal “Yo”, la cantidad excesiva de palabras con sentido negativo, además

del uso de adjetivos negativos, verbos en en tiempo pasado y palabras absolutistas como
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“absolutamente”, “completamente”, “todo” y/o “nada”. Ante esto, es posible señalar que

existen ciertos rasgos o huellas en el lenguaje de una persona para determinar que padece

algún tipo de desorden psicológico, al igual que el grado de severidad de dicho trastorno, que

puede ser leve, moderado o severo [32].

Adicionalmente, uno de los primeros śıntomas que se pueden evidenciar en la depresión es un

cambio repentino de humor, que toma un sentido negativo al punto en el que la persona suele

sentirse triste o manifestar no encontrar sentido en su vida. De manera similar sucede con la

confianza y seguridad en śı mismo, desarrollando conflictos al relacionarse con otras personas.

Otros comportamientos asociados tienen que ver con los problemas de conciliación del sueño,

despertarse repentinamente y tener una actitud agresiva o retadora con las personas que tiene

a su alrededor [32].

Teniendo en cuento lo anterior, surge el cuestionamiento de ¿cómo extraer, analizar y proce-

sar el contenido textual que ha sido publicado en las redes sociales? Para esto, existe el

Procesamiento de Lenguaje Natural (PLN), que proporciona mecanismos para que los or-

denadores puedan “entender”, “interpretar” y “manipular” el lenguaje usado por los seres

humanos. Existen varias técnicas útiles en el PLN como morfoloǵıa de las lenguas, proce-

samiento semántico de lenguajes, reconocimiento de la entidad nombrada y reconocimiento

automático de voz [33].

La Tabla 2-2 muestra el conjunto de técnicas empleadas tanto en la fase de representación

de texto, como de modelamiento para la detección de algunos desórdenes mentales. Entre los

que más se estudiaron se encuentran los relacionados con la ansiedad, depresión, desórdenes

alimenticios, intentos de suicidio y esquizofrenia. Se puede observar que el Linguistic Inquiry

and Word Count (LIWC ) [34], utilizado para la extracción de caracteŕısticas lingǘısticas,

es la principal herramienta para representar los textos de los corpus que están trabajando.

No obstante, las representaciones en n-gramas (unigramas y bigramas) con un pesado tf-idf

[35, 36, 37, 38, 39] se establecen como una alternativa en esta fase.

Por otro lado, las representación de tipo vectorial conocida como embeddings, a través de

modelos pre entrenados como Word2vec y GloVe, se combinan por lo general con modelos

de aprendizaje profundo. Tal es el caso de las CNN y las LSTM, que serán explicadas

posteriormente. Cabe decir que los modelos clásicos de ĺınea base como es el caso de la

regresión loǵıstica, Random forest y SVM, son los más usados para obtener un resultado de

clasificación, en su mayoŕıa binario.

Finalmente, se evidenció que la API de Twitter es una de las fuentes más consultadas para la

recuperación de comentarios de usuarios. De igual manera, existen otros conjuntos de datos

compartidos que son fruto de conferencias, tal es el caso de eRisk 2 y CLPsych 3, reconocidos

en el contexto de estudios sobre trastornos mentales.

2https://early.irlab.org/
3https://clpsych.org/
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Representación de textos y modelos usados en la detección de desórdenes mentales
Referencia Representación Modelo aplicado Conjunto de datos

Shen, 2017 [35]
N-gramas word2vec y Doc2vec
Caracteŕısticas basadas
en lexicones.

Modelo de regresión loǵıstica,
SVM y red neuronal
artificial.

Reddit API y
Twitter API -
Ansiedad.

Rude, 2007 [40] LIWC 2001.
-

Recolección de ensayos
de personas con
depresión.

Zhou, 2020 [41] GloVe de 200 dimensiones.
CNN, LSTM, SVM
regresión lineal, Naive bayes,
Random forest y árboles
de potenciación de gradiente.

Twitter API,
diccionario de
palabras de
desórdenes alimenticios.

Hemmatirad, 2020 [36]
Modelado de lenguaje con
Word2Vec, BoW y
pesado con TF-IDF.

SVM.
eRisk2019-Anorexia
eRisk2019-Autolesión.

Howard, 2020 [42]

Vader, LIWC, DeepMoji
Universal Sentence Encoder
Empath, Generative Pretrained
Transformer-1 (GPT-1).

Tree-based Optimization Tool
Optimización bayesiana
K-nearest neighbor.

CLPsych 2017
UMD Reddit
Suicidality Dataset.

Wang, 2017 [43] LIWC.
Naive Bayes, SVM (Kernel RBF,
sigmoidal y polinomial)
K-nearest neighbor.

Twitter API.

Volkova, 2016 [37] N-gramas, Tf-Idf,
GloVe y Word2Vec.

Modelo de regresión loǵıstica.
Twitter API
Freebase API.

Saravia, 2016 [44]
TF-IDF.

Modelo random forest. Twitter API.

Kang, 2016 [45]
WordNet.

Modelo de SVM con un núcleo
de función de base radial
y lineal.

Twitter API.

Schwartz, 2016 [46]
N-gramas, LDA para
obtención de tópicos
LIWC y PCA 4.

SWL.
Actualizaciones de
estados de Facebook
con AMT5.

Chancellor, 2016 [47]
LDA para construcción
de severidad de tópicos.

Modelo de regresión
loǵıstica multinomial
regularizada.

Instagram API.

Braithwaite, 2016 [48]
Extracción de caracteŕısticas
con LIWC.

Árboles de decisión.
Twitter API
Colección de suicidio
y no suicidio.

Coppersmith, 2016 [49]
Técnica de n-gramas
World Well-Being Project
(WWBP).

Modelo de regresión
loǵıstica.

Twitter API
colección de tweets
de intentos de suicidio.

Lv2015, 2015 [50]
Uso de LIWC en Chino
Word2Vec.

Modelo SVM.
Creación del
Diccionario de
suicidios en China.
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Representación de textos y modelos usados en la detección de desórdenes mentales. Continuación
Referencia Representación Modelo aplicado Conjunto de datos

O’Dea, 2015 [38]
BoW, pesado Tf-Idf.

SVM
Regresión loǵıstica.

Twitter API.

Burnap, 2015 [51]

Pesado Tf-Idf
WordNet, SentiWordNet
LIWC y n-gramas.

SVM, árboles de decision,
Naive Bayes.

Twitter API,
Tumblr.

Preotiuc-Pietro, 2015 [52]
N-gramas, Word2vec,
GloVe y LDA.

Modelo SVM núcleo lineal y
Regresión loǵıstica.

CLPsych 2015,
Estrés postraumático
y depresión.

Mitchell, 2015 [53]
LIWC, LDA
N-gramas y
agrupación de Brown.

Modelo SVM y
Regresión loǵıstica.

Twitter -
Esquizofrenia.

Resnik, 2015 [54] LDA, N-gramas.
Regresión de soporte
vectorial lineal.

Twitter -
Depresión.

Prieto, 2014 [55]
Representación en bigramas,
y bolsas de palabras.

Modelo SVM,
Naive Bayes,
árboles de decisión y
K-vecinos más cercanos.

Twitter API -
Depresión Español y
en portugués.

Hao, 2013 [56]
LIWC en chino y
construcción de lexicones.

Modelo Naive Bayes,
SVM y redes neuronales.

Contenido de
microblogs.

DeChoudhury, 2013 [39] LIWC, Tf-Idf y PCA.
Modelo SVM con un
núcleo de función de
base radial.

Encuestas a través
de Amazon
Mechanical Turk-
Depresión.

Tsugawa, 2015 [57] Bolsa de palabras. Modelo de regresión.
Twitter API-
Depresión.

Lin, 2014 [58]
LIWC en Chino y
extracción de caracteŕısticas
de texto e imágenes.

Modelo de red neuronal
artificial convolucional
(CNN).

Sina Weibo
steaming API.

Homan, 2015 [59]

Extracción de caracteŕısticas
con LIWC.
Representación en n-gramas y
pesado con Tf-Idf y LDA.

Modelo SVM.
Twitter API
Detección intentos
de suicidio.

Tabla 2-2: Representación de textos y modelos usados en la detección de desórdenes mentales.

2.2.1 Representaciones palabra-vector

En el marco del CLEF, algunos de los equipos que participaron en la tarea de detección

de depresión aplicaron Word2vec. Sobre esto, uno de los equipos, de Dortmund Alemania,

creó una serie de metadatos lingǘısticos a través del conteo de palabras como pronombres

personales, verbos en distintos tiempos y niveles de legibilidad de los comentarios procesados.

Además, usaron gramáticas y bolsas de palabras, especialmente embeddings, como Word2vec

para la representación de sus flujos de texto [31]. Por otro lado, el equipo de la universidad

de Montpellier, Francia, vectorizó el texto como entrada de su modelo, para luego procesarlo
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en un módulo de evaluación de estado ańımico, empleando series de tiempo y finalmente

pasar por un módulo de variación temporal [60].

De igual manera, existen modelos que han sido entrenados con corpus robustos que pueden

mejorar sustancialmente el contexto. Tal es el caso de la publicación de FastText [61], que

da a conocer un nuevo modelo, encargado de explotar información de sub-palabras para

construir las incrustaciones de palabras. Este es el caso de una extensión de Word2vec [62],

propuesta por Facebook en 2016. Es de relevancia indicar que este modelo fue entrenado

con información de Wikipedia [61] y su objetivo principal es representar palabras como

bolsas de caracteres conocidas como n-gramas ; usados para obtener vectorizaciones para

palabras raras o no conocidas [31]. Este modelo pre-entrenado lo ha empleado [63] en su

modelo de bag-of-sub-emotions, con el fin de proponer un nuevo esquema de representación

de documentos en medios sociales, a través de emociones de grano fino, que son generadas

automáticamente con ayuda de un lexicón.

Últimamente, la tendencia está orientada a pre-entrenar modelos con gran cantidad de datos

utilizando representaciones de redes neuronales profundas. Este es el caso de ELMo [64],

entrenado con una gran cantidad de datos lingǘısticos no etiquetados y cuya salida final es

un conjunto de vectores que representan cada tipo de palabra, aśı que las representaciones

de ELMo son contextualizadas.

Por su parte, BERT [65] busca introducir un nuevo modelo de representación de lenguaje,

el cual está implementado y optimizado para entrenar previamente representaciones bidirec-

cionales profundas. Esto, a partir de texto sin etiquetar como lo expresan en [65].

De acuerdo con la Tabla 2-2, se puede apreciar que el interés en los algoritmos de aprendizaje

supervisado prevalece sobre los no supervisados. El primero de ellos corresponde a las

máquinas de soporte vectorial (SVM), el cual busca un hiperplano que separe de forma

óptima los puntos de una clase respecto a la otra. Es por esto que este tipo de algoritmos se

conocen como clasificadores de margen máximo. Algunos de los trabajos que implementaron

estos modelos fueron [35, 41, 36, 66, 45, 50, 51, 53, 55, 56].

Otro modelo de clasificación que se usa a menudo es el de regresión loǵıstica, también

conocida como modelo loǵıstico o clasificador de máxima entroṕıa. Debido a la simplicidad

en su implementación [37] (especialmente en Scikit-learn [67]) es muy utilizado en el análisis

de texto, el análisis de sentimiento, puntaje de crédito, medicina, entre otros. Este tipo de

modelos es más adecuado para la obtención de salidas binarias, por ejemplo, para clasificar

un sentimiento como positivo o negativo. En la regresión loǵıstica, la salida toma la forma de

probabilidades de la clase predeterminada. Como corresponde a una probabilidad, la salida

se encuentra en un rango entre 0 y 1.

En cuanto a conjuntos de datos, la gran mayoŕıa hicieron uso del API de Twitter para la

recolección de información, partiendo de la búsqueda de comentarios relacionados con la

esquizofrenia, la depresión y el estrés pos-traumático, hasta los relacionados con suicidios en

China [50]. Otros conjuntos de datos empleados son aquellos construidos a partir de redes

sociales como es el caso de Facebook, a través de la actualización de estados de los muros
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de los usuarios. Otra red social es la plataforma masiva Reddit, estimada como la sexta

página más visitada en el mundo, con cerca de 542 millones de usuarios mensuales, de donde

se toman los conjuntos de datos de los subreditts. Estos no son más que sub-comunidades,

donde los usuarios pueden crear contenido sobre cualquier tema, desde una simple broma

hasta un tema avanzado de ciencia o tecnoloǵıa.

Teniendo en cuenta lo anterior, se evidencia como uno de los inconvenientes de los modelos

basados en bolsas de palabras, un bajo alcance para trabajar con caracteŕısticas realmente

importantes del texto como la estructura, el contexto y el significado. Para esto, una de

las estrategias aplicadas, implica usar métodos de incrustaciones (embeddings). En este

tipo de representación de texto, las palabras que tienen el mismo significado tienen una

representación similar. Es decir, se representan los términos en un sistema de coordenadas

donde las palabras relacionadas, basadas en un corpus de relaciones, se ubican juntas [9].

Esta estrategia es más interpretable y, computacionalmente, más eficiente a la hora de en-

contrar patrones semánticos, estructurales y de contexto [9]. El objetivo de esta táctica es

construir un vector que represente las palabras de un corpus usando distancias, por ejemplo,

Word2vec [62].

Con este modelo, Google Inc. expone su estrategia de representación a través de una red

neuronal sencilla, de una única capa oculta. En su art́ıculo proponen sus mecanismos CBoW

(continous bag-of-words) y Skip-gram. Con CBOW, durante la fase de entrenamiento, se

“enseña” al modelo a predecir una palabra dado su contexto, mientras que Skip-gram predice

su contexto dada una palabra [62].

Estos enfoques han permitido la inicialización de modelos de aprendizaje profundo al permitir

un aprendizaje por transferencia y obtener un modelo base de entrenamiento. En 2018,

Pastor López-Monroy et al. [68] publicaron una representación de documentos llamada

Multi-Resolution Representation (MulR). Ellos entrenaron sus modelos con Word2vec para

sus conjuntos de datos, pero sus representaciones obtuvieron un rendimiento moderado. Una

de las razones obedece a que estos modelos son pre-entrenados con datos de distintas fuentes

que acaparan demasiados contextos, por lo tanto, ellos infieren que se necesitan muchos más

datos del dominio de redes sociales, espećıficos para construir modelos adecuados que puedan

trabajar con estos conjuntos de datos.

2.3 Clasificación temprana de flujos de texto

La clasificación temprana comprende el procesamiento secuencial de evidencia histórica, en

este caso de flujos de texto, que son obtenidos a partir de las publicaciones de las redes

sociales.
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2.3.1 Aprendizaje profundo aplicado a la detección temprana

El aprendizaje profundo ha superado el estado del arte en diferentes tareas de la inteligencia

artificial como la detección de objetos, las máquinas de traducción, los modelos de lenguaje,

la limpieza, el pre procesamiento y la representación [43]. Además, ha sido una alternativa

a los enfoques clásicos de ingenieŕıa de caracteŕısticas.

Por su parte, las redes neuronales pueden aprender automáticamente una representación, a

través de varias transformaciones no lineales. Lo que es útil considerando que no requiere el

esfuerzo y el dominio del conocimiento del diseño manual de caracteŕısticas.

Una de las redes más simples son los perceptrones multicapa (MLP) [69]. Un perceptrón es

definido como la neurona artificial o unidad básica de procesamiento en una red neuronal.

El perceptrón multicapa es una red neuronal artificial formada por varias capas, por lo tanto

está en la capacidad de resolver problemas que no son linealmente separables [43]. Este

enfoque fue usado por UppsalaNLP [9] en la tarea de detección temprana de señales de

padecimiento de anorexia. Por su parte, la representación fue construida a partir de vectores

GloVe y ELMo; como modelo de clasificación de usuarios en riesgo de anorexia lo hicieron con

una arquitectura con dos capas ocultas de 10 y 2 neuronas en la red. A esta arquitectura la

acompañaron junto otro modelo de clasificación loǵıstica, donde les arrojó buenos resultados

en términos de ERDE y F1. Maupomé et all. [70], donde aplicaron este enfoque junto a

un LDA y una matriz de usuarios término-documento. En cuanto a su experimentación,

construyeron una arquitectura de dos capas intermedias de 60 y 30 unidades sin funciones

especiales de activación para estas.

Otra aplicación de los perceptrones multicapa fue la solución presentada por LIRMM [60]

para modelar los cambios de comportamiento en el tiempo. La arquitectura propuesta con-

siste en 2 capas ocultas con diez neuronas cada capa.

Las redes neuronales convolucionales (CNN ) son un tipo de redes que están en la capacidad

de reconocer patrones. Este tipo de redes son usadas para extraer caracteŕısticas locales y

profundas del lenguaje natural [66]. Sobre estas se ha demostrado que se han conseguido

mejores resultados en la clasificación de oraciones. Trotzek [31] implementa una CNN us-

ando el conjunto de datos eRisk2017, que mostró ser una red neuronal capaz de superar los

resultados de los modelos LSTM; resultando ser más fácil de configurar y menos propenso

a sobre ajustar. Su arquitectura de red consist́ıa en una primer capa de entrada basada

en GloVe con 50 dimensiones y FastText de 300 dimensiones. Cabe decir que, durante su

entrenamiento usaron Adam para minimizar el error de entroṕıa cruzada.

Por otro lado, Mohammadi et al. [71] también deciden adoptar un modelo de redes con-

volucionales en la detección temprana de señales de anorexia. Por su parte, las capas de

embedding fueron obtenidas con dos modelos pre-entrenados. El primero con GloVe de 300

dimensiones y el segundo con ELMo de 1024 dimensiones. La capa oculta es la responsable

del procesamiento de los vectores de tokens generados por la capa de entrada. Luego, se en-

cuentra una CNN que procesa los tokens de n-gramas separadamente. Para la CNN+GloVe
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algunos de los hiperparámetros fueron 100 bigramas para los filtros de convolución entrena-

dos con 10 épocas; para la CNN+ELMo se establecieron 200 filtros de unigramas y 50 filtros

de convolución para los bigramas, entrenados con 6 épocas.

En la detección temprana de autolesión también se han usado este tipo de redes. Yates et al.

[72], las aplicaron en una estrategia de arquitectura compartida junto a una capa fusionada

y funciones de pérdida espećıficas. Ellos se enfocaron en aprender las representaciones de las

publicaciones del usuario y combinar éstas en una representación general de la actividad del

usuario. Finalmente, obtuvieron como resultado que las CNN identifican lenguaje asociado

con sentimientos negativos a través de las publicaciones de los usuarios. Las redes neu-

ronales recurrentes (RNN ) son una de las principales arquitecturas de aprendizaje profundo

y se le atribuye el gran éxito que tienen actualmente en los sistemas de reconocimiento de

voz. Además de hacer la tarea de clasificación, pueden generar nuevas secuencias [43]. Con

las RNN, no se procesa palabra por palabra, sino la secuencia completa, tienen un orden

espećıfico y tiene sentido analizarlas en su orden definido. Para ello, se usa el término de

recurrencia [73] para generar la salida, que también se conoce como activación. La red no

solo usa la entrada actual sino la activación generada en la iteración previa. En pocas pal-

abras, las redes neuronales recurrentes usan un cierto tipo de memoria para generar la salida

deseada.

De igual manera, las RNN han tenido resultados satisfactorios en otros problemas de mod-

elamiento de lenguaje [74]. Estas son una forma de red neuronal donde las neuronas están

conectadas para formar un ciclo directo, permitiendo a la red exhibir un comportamiento

temporal y por lo tanto puede ser usado como un modelo de aprendizaje secuencial [75].

Las RNN son arquitecturas donde la salida de la capa oculta en cada paso de tiempo es

también usada como entrada para cada capa oculta del próximo paso de tiempo. Este tipo

de red es muy común en tareas que utilizan secuencias, como es el lenguaje natural [9].

En ese mismo sentido, existen varias arquitecturas de estas redes, como el caso de las many

to one, empleadas para la clasificación de sentimientos, una técnica comúnmente usada en

la problemática de detección de desórdenes mentales. Una limitación presente en este tipo

de redes neuronales es su memoria a corto plazo.

Para ello, Sadeque et al. [75] proponen modelos lineales y recurrentes en la detección tem-

prana de señales de depresión. Debido a las propiedades secuenciales de la información,

ellos optaron por técnicas de aprendizaje de máquina que aprovecharan esto. Entrenaron

RNN para que tomara una secuencia de vectores de caracteŕısticas, cada uno representando

una única publicación, para aśı predecir si el usuario está en riesgo de sufrir depresión o

no. Usaron también unidades recurrentes cerradas (GRU ) para construir capas recurrentes.

En cuanto al sobre ajuste, se agregaron capas de dropout con una probabilidad en 0.2 en la

primera capa oculta de entrada.

Una de las variantes de las redes neuronales recurrentes son las LSTM (Long Short Term

Memory). En [76] Hochreiter introduce una nueva neurona para la familia RNN. Cabe decir

que, el término se refiere al algoritmo creado para enfrentar el problema del desvanecimiento
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de gradiente a través de una celda de memoria especialmente diseñada. De manera que

las celdas LSTM se componen de estados y compuertas. Teóricamente, este tipo de celdas

pueden aprender a memorizar la dependencia prolongada y pueden aprender a olvidar el

pasado cuando sea necesario, convirtiéndose en un modelo poderoso [43]. Además, este tipo

de redes son mucho más robustas, capaces de recordar un dato relevante en la secuencia y de

reservarlo por instantes espećıficos. El impacto de las redes LSTM ha sido muy destacable

en el modelado de lenguaje, transcripción de voz a texto, máquinas de traducción, entre

otras aplicaciones [77].

Liu et al. [78], en la tarea de detección temprana de señales de depresión y anorexia,

propusieron usar una CNN y una LSTM basados en una red de aprendizaje profundo, como

modelo de clasificación implementado con Keras 6 y TensorFlow7 como backend. En cuanto a

su arquitectura, esta se compone de una primer capa de embedding de tamaño 128, seguido

de un dropout con un factor de 0.25. Para la capa de convolución de una dimensión se

ajustó un tamaño de kernel en 5 y una función de activación Relu. Luego, agregaron una

capa LSTM, seguida de una capa densa con una función de activación sigmoidal para la

clasificación binaria.

Otra implementación fue hecha por Fano et al. [9], donde el primer componente que ellos

usaron fue una red neuronal recurrente (RNN) junto a células de memoria de corto y largo

plazo LSTM. Estas fueron introducidas debido a que las células RNN tienden a olvidar

información importante cuanto más se alejaban de la fuente. De manera que, las células

LSTM tienen un mecanismo más sofisticado para determinar qué bits de información pueden

olvidar y qué otros debeŕıan ser conservados para la tarea en cuestión [9].

La red neuronal recurrente se encarga de la tarea de clasificación de texto, generando la

probabilidad de que cada conjunto de textos pertenezcan a la clase objetivo de estudio, en

este caso, la probabilidad de padecer un trastorno mental.

En la detección temprana de depresión Trotzek et al. [79], usaron secuencias de texto de

documentos como entrada. Ante esto, las redes LSTM permitieron aprender un contexto

general de cada uno de los documentos de los usuarios, mientras se procesaban en orden

cronológico. Asimismo, se construyeron caracteŕısticas de usuarios hechas a mano, como

entrada de metadatos y se fusionan con la salida LSTM en una capa completamente conec-

tada. Todo esto se hace con el propósito de que estas caracteŕısticas no se pierdan tras la

vectorización y promedio de los documentos.

Sadeque et al. [80], implementaron redes neuronales recurrentes para trabajar la detección

temprana de depresión. Las palabras en las publicaciones son alimentadas por una capa de

embeddings de 128 dimensiones, seguida de una LSTM que combina las palabras embebidas

dentro de un vector denso de 64 dimensiones y como capa de salida, una función sigmoidal

para reducir la salida en binaria.

Debido a que los datos de eRisk son flujos de textos de usuarios ordenados en el tiempo,

6https://github.com/keras-team/keras
7https://www.tensorflow.org/
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las LSTM podŕıan ser usadas para la clasificación de los usuarios. Aśı es como Masood et

al. [81], usaron la implementación de LSTM en Keras con 500 unidades en la salida, un

dropout con probabilidad de 0.2 y una capa densa de tamaño 2, junto a una capa de salida

de función Softmax.

2.4 Competencias relacionadas con la detección temprana

Este conjunto de iniciativas nacen en la Conferencia Anual de Foros para la Evaluación

(CLEF), organismo auto organizado cuya misión principal es la de promover la investi-

gación, la innovación y el desarrollo de sistemas de acceso a la información con énfasis en

multilenguajes y formación en varios niveles de estructura.

2.4.1 eRisk2017

Esta es la primer versión de este tipo de competencias organizadas en el CLEF. Uno de

sus principales objetivos era el establecer metodoloǵıas de evaluación, métricas de eficacia,

incentivar la creación de algoritmos y técnicas que pudieran ser aplicadas a la detección

temprana de riesgos. En esta primer edición se incluyó la tarea piloto de detección temprana

de riesgo de depresión.

Para entender las estrategias y técnicas aplicadas en la detección temprana, es importante

entender cómo se estructuraron los datos para simular el comportamiento de los flujos de

texto en escenarios de la vida real [7].

En eRisk20178, la colección de escritos de cada usuario fue dividido en diez chunks 9. El

primer chunk contiene el 10% de los mensajes con mayor antigüedad, el segundo contiene el

otro 10% de mensajes antiguos y aśı sucesivamente.

En la Figura 2-1, se muestra cómo están compuestos los chunks de datos. Cabe aclarar que

no todos los usuarios tienen la misma cantidad de publicaciones. Mientras que un usuario

en el chunk uno tiene 11 comentarios, existe otro que puede tener hasta 113 comentarios o

publicaciones en el mismo chunk. La Tabla 2-3 detalla los campos y su descripción que se

encuentran en los archivos XML.

Estos chunks deben ser procesados de manera ascendente, no puede procesarse el chunk

número tres sin haberse procesado el segundo y el primero. Se establecieron un conjunto de

normas que se deben tener en cuenta para entender cómo funcionan los algoritmos encargados

de validar los resultados finales. Cada sistema tiene que elegir entre 2 opciones: I) emitir

una decisión sobre el riesgo de un usuario (riesgo / no riesgo) y II) continuar viendo más

chunks o más evidencia. Esta elección debe hacerse para cada usuario de la colección. Cabe

aclarar, que si un sistema emite una decisión, su decisión será la definitiva y se evaluará con

8https://early.irlab.org/2017/index.html
9Un chunk o fragmento, comprende los n comentarios de un usuario que tuvo en un intervalo de tiempo

dado.
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Figura 2-1: Estructura y orden de los fragmentos de datos (chunks).

Estructura de archivos en formato XML
Campo Descripción

ID Único y alfanumérico - identificador del usuario.
Title Se concatena junto al campo ”text”.
Date Fecha de la publicación en formato YYY-MM-dd hh:dd:ss.
Info Se ignora para el entrenamiento.
Text Corresponde al cuerpo de la publicación.

Tabla 2-3: Estructura de archivos en formato XML.

base en la exactitud de la decisión del sistema y el número de fragmentos necesarios para

tomar la decisión. Entre menos secuencias de textos se procesen, mejor. Ahora, si el sistema

no emite una decisión entonces debe tomar el siguiente chunk obteniendo más escritos, pero

será penalizado por una decisión tard́ıa. De acuerdo con las aclaraciones hechas por David

Losada y Fabio Crestani, se manejan los siguientes códigos de decisión:

• 0: Significa que no se quiere tomar una decisión y se espera por más evidencia.

• 1: Significa que se quiere emitir una decisión, que corresponde a clasificar los textos

como un posible caso positivo de depresión o anorexia.

• 2: Significa que se quiere emitir una decisión, que corresponde a clasificar los textos

como un posible caso negativo de depresión o anorexia.

Si se emite una decisión sobre un usuario, entonces cualquier futura decisión sobre el mismo

usuario será ignorada. Ahora, no se puede clasificar siempre un usuario con el código cero,

ya que en algún punto se necesita emitir una decisión sobre cada usuario al menos en el

último fragmento de datos.

Conjunto de datos

La Tabla 2-4 muestra en detalle la composición de los usuarios diagnosticados con depresión

y aquellos que hacen parte del grupo de control.

Para la fase de entrenamiento los equipos tuvieron acceso al historial completo de escritos de

los usuarios donde se indicaba expĺıcitamente aquellos que hab́ıan sido diagnosticados con

depresión.
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Conjunto de datos de eRisk2017 en la tarea de detección temprana de depresión
Entrenamiento Pruebas

Depresión Control Total Depresión Control Total
Número de usuarios 83 403 486 52 349 401
Número de comentarios 30,851 264,172 295,023 18,706 217,665 236,371
Promedio de publicaciones por usuario 371.7 655.5 1027 359.7 623.7 983.4
Promedio de d́ıas desde primer hasta última publicación 371.7 626.6 1,199 608.31 623.2 1231.51
Promdio de palabras por publicación 27.6 21.3 49 26.9 22.5 49.4

Tabla 2-4: Conjunto de datos de eRisk2017 en la tarea de detección temprana de depresión.

En tanto a la fase de pruebas, fueron liberados los 10 fragmentos secuenciales de datos

(chunks) en diferentes fechas. Por cada uno, los participantes tuvieron una semana para

procesar los datos y tomar una decisión de clasificación, de acuerdo con los códigos de

decisión explicados en la sección anterior. Los sistemas fueron evaluados de acuerdo con las

decisiones acertadas y el número de chunks requeridos para emitir una decisión.

2.4.2 eRisk2018

Esta es la segunda versión de este laboratorio en el CLEF. En esta edición, se cuenta con

dos tareas, detección temprana de depresión y detección temprana de anorexia.

Tarea 1 - Detección temprana de señales de depresión

La competencia consiste en procesar piezas de evidencia en forma de escritos publicados por

usuarios que fueron diagnosticados con un trastorno depresivo y aquellos usuarios que no

padecen trastorno alguno. El objetivo es detectar las primeras señales de la enfermedad lo

antes posible. El laboratorio recibe soluciones de mineŕıa de texto que analicen publicaciones

o comentarios de redes sociales en el orden en que fueron creados.

Para el entrenamiento de los modelos, los organizadores enviaron a los equipos participantes

los datos de los usuarios diagnosticados con el trastorno.

En la etapa de pruebas, los equipos participantes recibieron 10 paquetes de datos (uno por

cada semana). Posterior a las entregas, cada equipo tuvo que procesar los datos y antes de

la siguiente semana, enviaron un código de decisión. Esta dinámica se aplicó desde el primer

hasta el décimo o último chunk.

Conjunto de datos de eRisk2018 en la tarea de detección temprana de depresión
Entrenamiento Pruebas

Depresión Control Total Depresión Control Total
Número de usuarios 135 752 887 79 741 820
Número de comentarios 49,557 481,837 531,394 40,665 504,523 545,188
Promedio de publicaciones por usuario 367.1 640.7 1007.8 514.7 680.9 1195.6
Promedio de d́ıas desde primer hasta última publicación 586.43 625.0 1211.43 786.9 702.5 1489.4
Promedio de palabras por publicación 27.4 21.8 49.2 27.6 23.7 51.3

Tabla 2-5: Conjunto de datos de eRisk2018 en la tarea de detección temprana de depresión.
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De acuerdo con la Tabla 2-5, el subconjunto de datos para entrenamiento está compuesto

por 135 usuarios diagnosticados con depresión y 752 como grupo de control que no fueron

diagnosticados con algún trastorno mental. En el conjunto de pruebas existen 79 usuarios

diagnosticados con la enfermedad mental y 741 como grupo de control.

Tarea 2 - Detección temprana de señales de anorexia

El formato empleado en esta tarea es básicamente el mismo abordado en la Tarea 1.

Una vez más, el conjunto de datos proporcionado está desbalanceado. En la sección 5.1.2,

se detallan los parámetros tenidos en cuenta para trabajar con este tipo de dificultad. Ante

esto, la Tabla 2-6 muestra algunas estad́ısticas de los usuarios y las publicaciones que se

tuvieron en cuenta, tanto en la fase de entrenamiento como en la de pruebas. Contrario con el

número de casos positivos de padecimiento de depresión de la tarea 1, se puede observar que

el número de usuarios diagnosticados con señales de anorexia no es muy grande. Además,

el rango promedio de d́ıas a partir de la primer publicación a la última, es bastante amplio

(más de 500 d́ıas).

Conjunto de datos de eRisk2018 en la tarea de detección temprana de anorexia
Entrenamiento Pruebas

Anorexia Control Total Anorexia Control Total
Número de usuarios 20 132 152 41 279 320
Número de comentarios 7,452 77,514 84,966 17,422 151,364 168,786
Promedio de publicaciones por usuario 372.6 587.2 959.8 424.9 542.5 967.4
Promedio de d́ıas desde primer hasta última publicación 803.3 641.5 1444.8 798.9 670.6 1460.5
Promedio de palabras por publicación 41.2 20.9 62.1 35.7 20.9 56.6

Tabla 2-6: Conjunto de datos de eRisk2018 en la tarea de detección temprana de anorexia.

En esta tarea, cada equipo pod́ıa enviar hasta cinco variantes de modelos propuestos. Los

organizadores recibieron hasta 35 contribuciones de 9 instituciones diferentes. En cuanto a

los resultados de esta competencia, proporcionados por [82], se evidencia que los modelos de

los equipos decidieron analizar casi toda la evidencia, dejando que se procesaran los datos

hasta casi el último chunk. De manera que se asume que ellos ignoraron la penalización por

decisiones tard́ıas y dieron prioridad a la exactitud de la clasificación.

2.4.3 eRisk2019

Esta es la tercera versión de este laboratorio bajo la conferencia CLEF. Esta edición tuvo en

su haber tres tareas. Las 2 tareas que comparten el mismo formato son la detección temprana

de anorexia y autolesión. La tercer tarea centra su atención en un innovador desaf́ıo en el

que automáticamente se diligencia un cuestionario de depresión basado en las interacciones

del usuario en las redes sociales.
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Tarea 1 - Detección temprana de señales de anorexia

Esta tarea es una continuación de eRisk2018 T2, cuyo desaf́ıo consiste en procesar secuen-

cialmente piezas de evidencia, es decir, publicaciones de los usuarios de la red social Reddit

y detectar patrones tempranos de anorexia tan rápido como fuese posible.

La colección de datos de pruebas contiene los casos positivos compuestos de usuarios quienes

expĺıcitamente mencionaron que ellos fueron diagnosticados con anorexia, mientras que los

casos negativos están compuestos principalmente de usuarios aleatorios de la misma red

social.

En la Tabla 2-7 se puede apreciar que la fase de entrenamiento está compuesta por los datos

de entrenamiento de eRisk2018 + los datos de prueba de eRisk2018 de la tarea de detección

temprana de señales de anorexia. En esta ocasión, el número de usuarios que padecen este

trastorno mental en el subconjunto de pruebas aumentaron más del 100% comparador con

el número del año anterior (320).

Conjunto de datos de eRisk2019 en la tarea de detección temprana de anorexia
Entrenamiento Pruebas

Anorexia Control Total Anorexia Control Total
Número de usuarios 61 411 472 73 742 815
Número de comentarios 24,874 228,878 253.752 17,619 552,890 570,509
Promedio de publicaciones por usuario 407.8 556.9 964.7 241.4 745.1 986.5
Promedio de d́ıas desde 1er hasta última publicación ≈ 800 ≈ 600 1450 ≈ 510 ≈ 930 1440
Promdio de palabaras por publicación 37.3 20.9 58.2 37.2 21.7 58.9

Tabla 2-7: Conjunto de datos de eRisk2019 en la tarea de detección temprana de anorexia.

Por otro lado, en la etapa de pruebas ellos configuraron un servidor el cual entregaba los

escritos de los usuarios a los equipos participantes y esperaba por sus respuestas.

De esta manera, cada equipo tuvo la oportunidad de detener y efectuar una alerta en

cualquier punto de los comentarios cronológicos del usuario.

Tarea 2 - Detección temprana de señales de autolesión

Esta tarea que fue presentada en 2019, con la diferencia de que para esta no se proporcionaron

conjuntos de datos de entrenamiento por parte de los organizadores. El objetivo de la

competencia consistió en procesar secuencialmente piezas de evidencia (publicaciones de los

usuarios de la red social Reddit) y detectar los primeros rastros de autolesión lo antes posible.

Existen dos tipos de usuarios, aquellos propensos a producirse autolesiones y los que no

y, para cada usuario, la colección tiene una secuencia de escritos establecidos en orden

cronológico. De acuerdo con las razones dadas por los organizadores en [83], la colección de

datos recopilada para esta tarea consiste en secuencias de escritos tomadas por usuarios de

Reddit antes de haber practicado la autolesión, por lo que el objetivo del desaf́ıo es conseguir

que los algoritmos detecten el trastorno antes de este siniestro.

Como se puede apreciar en la Tabla 2-8, en esta tarea los organizadores no proporcionaron

conjuntos de datos para el entrenamiento de los modelos, únicamente se obtuvo el siguiente
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conjunto de datos para las pruebas: 41 usuarios etiquetados con señales de autolesión y 299

como grupo de control. El número total de usuarios de pruebas es similar al proporcionado

en la Tarea 2, detección temprana de señales de anorexia en el eRisk2018.

Conjunto de datos de eRisk2019 en la tarea de detección temprana de anorexia
Entrenamiento Pruebas

Autolesión Control Total Autolesión Control Total
Número de usuarios - - - 41 299 340
Número de comentarios - - - 6,927 163,506 170,433
Promedio de publicaciones por usuario - - - 169 546.8 715.8
Promedio de d́ıas desde 1er hasta último post - - - ≈ 495 ≈ 500 995
Promdio de palabaras por post - - - 24.8 18.8 43.6

Tabla 2-8: Conjunto de datos de eRisk2019 exclusivamente para pruebas en la tarea de

detección temprana de autolesión.

La Tabla 2-9 muestra las diferentes estrategias utilizadas tanto en representación, como en

clasificación de los flujos de texto implementadas por los equipos que participaron en las

distintas versiones de las competencias:

Estrategias en la detección temprana de desórdenes psicológicos
Equipo Representación Clasificación

Detección temprana de depresión eRisk2017 y eRisk2018

GPL, Francia [84]
Extracción de caracteŕısticas
basadas en lexicones. Cada publicación
y cada palabra se pondera por la
frecuencia de palabras normalizadas.

Algoritmo Random Forest ejecutado
en Weka como herramienta de
implementación.

FHDO, Alemania [79]
Unigramas, bigramas, trigramas
y análisis de detección de valores at́ıpicos.

Arquitectura profunda usando
redes LSTM.

FHDO, Alemania [31]
Metadatos lingǘısticos: conteo de pronombres
personales y verbos en pasado.

Redes neuronales convolucionales
(CNN ).

UArizona, USA [75]
Crearon un conjunto de unigramas
con una alta probabilidad de frecuencia
en comentarios relacionados con depresión
y usaron tf-idf para el pesado.

Máquinas de soporte vectorial, (SVM )
RNN y modelos ensamblados.

UNSLA, Argentina [85]
Representación de documentos
llamada “variación temporal de términos”,
bolsas de palabras y uso de
diccionario LIWC. 10

Algoritmo Random Forest, Naive Bayes
y árboles de decisión.

UQAM, Canadá [86]
Bolsas de palabras, bigramas, trigramas,
diccionarios médicos y de sentimientos.

Modelo de árbol loǵıstico, conjunto de
optimización mı́nima secuencia
y Random Forest ensamblados.

LIIR, Francia[87]
Combinación de caracteŕısticas lingǘısticas y
vectorización de textos con doc2vec.

Modelo de regresión loǵıstica.
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Estrategias en la detección temprana de desórdenes psicológicos. Continuación
Equipo Representación Clasificación

UQAM, Canadá [70]
Asignación de Dirichlet latente,
unigramas, bigramas y trigramas.

Redes neuronales profundas y
perceptrones multicapa.

TUA1, Japón [78] Representación tf-idf y palabras clave.
Redes neuronales convolucionales,
redes neuronales LSTM y
máquinas de soporte vectorial.

Detección temprana de señales de anorexia eRisk2018 y eRisk2019

UPPSALANLP, Suecia [9]
Incrustación de palabras y vectores
semánticos a través de GloVe, Word2vec
y ELMo.

Modelos de regresión lineal y
perceptrones multicapa.

BioInfo@UAVR, Portugal [88]
Bolsas de palabras, tf-idf para pesado de
términos y extracción de caracteŕısticas
basadas en contenido.

Multinomial Naive Bayes,
máquina de soporte vectorial
con kernel lineal con SGD
(Stocastic Gradient Descent).

UDE, Francia y Alemania [81]
Reducción de caracteŕısticas a 500
términos aplicando chi-cuadrado,
vectores de caracteŕısticas doc2vec.

Máquinas de soporte vectorial
con un núcleo lineal,
redes neuronales LSTM y una capa
de atención incorporada al modelo.

LIRMM, Francia [89]
Módulo profundo de estado de ánimo
y series de tiempo para representar
la variación temporal de estados de ánimo.

Modelos de aprendizaje profundo
y un modelo de inferencia
bayesiano para la decisión final.

CLaC, Canadá [71]
Usaron vectorización de palabras con GloVe
de 300 dimensiones y ELMo con 2014
dimensiones, unigramas y bigramas.

Modelo que incluye 8 sub-módulos
neuronales y un último modelo que
espera probabilidades para que una
máquina de soporte vectorial
tome la decisión final. El modelo
ensamblado usa algunas neuronas
basadas en atención. Adicionalmente,
se incluyeron RNN, LSTM,
CNN y GRUs.

UNSL, Argentina [90]
Estimaron el riesgo basado en un número
de términos estad́ısticos, frecuencia
de clases y significancia de clase.
Es un enfoque basado en palabras.

La clasificación fue obtenida
calculando un delta entre
la evidencia positiva de anorexia
y evidencia negativa de anorexia.

LTL-INAOE, México [91]

Proponen un extractor de caracteŕısticas
llamado DPP (Personal purity) el cual calcula
el nivel de ocurrencia de los términos
en frases personales y es usado también
en tareas de author profiling.

Máquina de soporte vectorial
lineal con una normalización de n2.

INAOE-CIMAT, [87]

Estrategia basada en emociones
de grano fino. El nombre asignado fue “Bag
of-sub-emotions”. Usaron Fastext
para vectorizar cada una de las palaras del
diccionario de Emolex11 y crearon clusters de
sub-emociones con Affinity propagation.

Una vez se enmascararon los
documentos de los usuarios
con las sub-emociones, se calcularon
sus frecuencias para luego pasar a un
clasificador SVM lineal.

Detección temprana de señales de autolesión eRisk2019

BiTeM, Suiza [89]
Extracción de anotaciones de nivel
posterior utilizando Mutual Information y
similitudes semánticas.

SVM con caracteŕısticas basadas
en contenido, redes neuronales
convolucionales y métodos
ensamblados.
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Estrategias en la detección temprana de desórdenes psicológicos. Continuación
Equipo Representación Clasificación

UNSL, Argentina [90]
Estimaron el riesgo basado en un número
de términos estad́ısticos, frecuencia
de clases, significancia de clase.
Es un enfoque basado en palabras.

Usaron el mismo sistema en detección
de anorexia: su framework SS3 fue
obtenida calculando un delta entre
la evidencia positive de autolesión
y evidencia negativa de autolesión.

BioInfo@UAVR, Portugal [88]

Bolsas de palabras, tf-idf para pesado de
términos y extracción de caracteŕısticas
basadas en contenido. Usaron un conjunto
de datos externo de depresión.

Multinomial Naive Bayes,
máquina de soporte vectorial
con kernel lineal.

UDE, Francia y Alemania [81]

Reducción de caracteŕısticas a 500
términos aplicando chi-cuadrado,
vectores de caracteŕısticas doc2vec.

Máquinas de soporte vectorial
con un núcleo lineal
y redes neuronales LSTM y una capa
de atención incorporada al modelo.

LIRMM, Francia [89]
Módulo profundo de estado de ánimo
y series de tiempo para representar
la variación temporal de estados de ánimo.

Modelos de aprendizaje profundo
y un modelo de inferencia
bayesiano para la decisión final.

LTL-INAOE, México [91]

Proponen un extractor de caracteŕısticas
llamado DPP (Personal purity) el cual calcula
el nivel de ocurrencia de los términos
en frases personales usado también
en tareas de author profiling.

Máquina de soporte vectorial
lineal con una normalización de n2.

CAMH, Canadá
Las caracteŕısticas fueron extráıdas
usando un enfoque de modelo de lenguaje.

Modelo de aprendizaje supervisado.

Tabla 2-9: Estrategias en la detección temprana de desórdenes psicológicos.

De acuerdo con la Tabla 2-9, el equipo UDE usó los datos de entrenamiento de depresión y

anorexia para entrenar su modelo para la tarea de autolesión. Un caso similar sucedió con

el equipo LIRMM, que empleó los datos de depresión y anorexia de anteriores versiones de

eRisk. Por su parte, LTL-INAOE decidió usar publicaciones de la red social Reddit12.

Reglas y estrategias adaptadas para la clasificación temprana

A continuación se exponen algunas de las principales técnicas que fueron construidas en las

competencias organizadas por el CLEF. Existen estrategias de representación, clasificación

y de poĺıticas de clasificación temprana.

El uso de algoritmos de clasificación, como el de regresión loǵıstica, son ampliamente usados

debido a su eficiencia, pues no requieren demasiados recursos computacionales durante la

experimentación. Además, la probabilidad retornada por el algoritmo puede ser evaluada

y analizada de tal manera que pueda servir como umbral dinámico de clasificación. Par-

tiendo de esta estrategia simple, con este algoritmo no complejo, es posible inferir que son

construidas las reglas para hacer una predicción temprana.

12https://www.reddit.com/
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Un ejemplo de ello es que puede ser usada una arquitectura de perceptrón multicapa junto

a una función de activación sigmoidal. Esto porque los modelos basados en arquitecturas

de red profunda, cuentan con una función de activación sigmoidal como salida en su última

capa, para aprovechar las probabilidades generadas.

De acuerdo con las reglas establecidas en las competencias, cada equipo teńıa la oportunidad

de hacer cinco diferentes env́ıos o enviar los resultados producto de cinco modelos diferentes.

Aśı, para cada env́ıo se plantearon distintas estrategias de clasificación temprana. En la

Tabla 2-10 se puede apreciar que para el caso de Uppsala [9], la estrategia de ellos fue

construir un componente que manejara la dimensión temporal del problema a través de un

arreglo con las siguientes caracteŕısticas:

1. Número de textos vistos hasta este punto.

2. El promedio del puntaje de los textos vistos.

3. La desviación estándar de los puntajes vistos.

4. El promedio de puntaje del 20% de los textos con más alto puntaje.

5. La diferencia entre el promedio de los primeros 20 puntajes y los últimos 20 textos.

Por otro lado, del equipo INAOE-CIMAT [63], en su modelo ”Bag of-sub-Emotions”, usaron

el siguiente conjunto de reglas:

1. Considerar la etiqueta proporcionada directamente por el clasificador.

2. Identificar si la probabilidad otorgada por el clasificador era superior al 60% de pertenecer

a la clase objetivo.

3. Considerar la etiqueta dada por el clasificador, solo si el usuario fue clasificado como

un caso positivo en la predicción anterior.

4. El usuario es clasificado como caso positivo de anorexia si la probabilidad del clasifi-

cador está por encima de 60% en la predicción previa y actual.

5. Se tiene en cuenta la probabilidad del clasificador, esta vez tomando como umbral del

70%, a diferencia de la cuarta regla.
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Estrategias y/o reglas usadas para la clasificación temprana en eRisk2019
Equipo Estrategia temprana Rendimiento destacado

CLaC, Canadá [71] Clasificar con un umbral de 0.5.
F1-score
y Latency-weighted F1.

UNSL, Argentina y México [90]
Se almacena un vector con puntaje
de riesgo positivo y negativo. Una vez el valor
positivo de riesgo supera el negativo.

ERDE50.

LIRMM, Francia [60]
Inversión bayesiana
Clasifican con un umbral de 0.6.

Precision y Recall.

UppsalaNLP, Suiza [9] Clasifican con un umbral de 0.9.
ERDE5, Latency TP y
Speed.

INAOE-CIMAT,México [63]
Usaron un umbral de 0.6 para
hacer la clasificación temprana.

F1-score y
Latency-weighted F1

LTL-INAOE, México [91]

Tienen en cuenta varios casos:
* C1: Asignar una decisión de riesgo positiva
tomada por el clasificador en la ronda actual.
* C2: Hacer un env́ıo de una decisión de riesgo
solo si la instancia fue clasificada
como positiva y contiene al menos
tres términos del top 50 seleccionados
por el modelo DPP.

ERDE y Speed

Tabla 2-10: Estrategias y/o reglas usadas para la clasificación temprana en eRisk2019.

2.5 Métricas de clasificación temprana

En el campo de la inteligencia artificial, las métricas estándar de clasificación, tales como

Precision, Recall y F1, son empleadas para evaluar el rendimiento de los sistemas de recu-

peración de información. Las convenciones son, TP: verdaderos positivos, FP: falsos posi-

tivos, TN: verdaderos negativos y FN: falsos negativos. En el caso de Precision se mide la

calidad del modelo como el número de elementos identificados correctamente como positivo

de un total de elementos identificados como positivos. Su fórmula corresponde a la ecuación

2-1.

P =
TP

TP + FP
(2-1)

El Recall hace referencia al número de elementos identificados correctamente como positivos

del total de positivos verdaderos. Su ecuación es la 2-2

R =
TP

TP + FN
(2-2)

Finalmente, el F1 es la media armónica entre Precision y Recall, es 2 veces P por R sobre P

+ R.
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Adicionalmente, se usan otro tipo de herramientas de validación como las matrices de con-

fusión, que permiten la visualización del desempeño de un algoritmo empleado en el apren-

dizaje supervisado. Este tipo de matrices son de la forma LxL, donde L refiere el número de

las clases o etiquetas que se tienen. De igual manera, cada columna de la matriz representa

el número de predicciones de la clase, mientras que cada fila se refiere a los objetos o registros

de la clase real [92].

Sin embargo, estas métricas no tienen en cuenta el tiempo, la cantidad de texto o evidencia

léıda y la rapidez con la que se toma una decisión; por lo tanto, es necesario complementarlas

con nuevas medidas que recompensen este tipo de alertas tempranas. Uno de los principales

objetivos propuestos en [6] fue incentivar la creación de algoritmos, metodoloǵıas y su pos-

terior evaluación a través de métricas efectivas para la interpretación de los resultados de

los modelos. En la siguiente sección, se describirán una a una las métricas analizadas y

aplicadas en el problema de investigación.

2.5.1 ERDE

Early Risk Detection Error (ERDE) es una métrica de error para la detección temprana,

en la que pocos escritos son requeridos para efectuar la predicción. Esta, tiene en cuenta la

cantidad de decisiones (binarias) correctas y el retraso tomado por el sistema. Este último es

medido contando el número (k) de distintos ı́tems textuales vistos antes de dar la respuesta

[7].

Otro factor a destacar es que en el actual problema de investigación se analizan conjuntos

de datos desbalanceados, lo que implica que son más los usuarios etiquetados como casos

negativos que casos positivos. Por tanto, es necesario asignar una prioridad o atención

diferente de acuerdo con el tipo de riesgo.

Adicionalmente, se considera que en una aplicación de la vida real, para estos sistemas seŕıa

mucho más peligroso no detectar un caso de riesgo positivo que ofrecer ayuda a alguien

que se siente bien y no padece algún trastorno mental.

De acuerdo con [7], al considerar un sistema que tome decisiones binarias se pueden obtener

las siguientes salidas: verdadero positivo (TP), verdadero negativo (TN ), falso positivo (FP)

y falso negativo (FN). Con estos cuatro casos, los autores proponen la métrica definida como:

Figura 2-2: Definición de métrica ERDE. [7]



2.5 Métricas de clasificación temprana 29

lc5(k) lc50(k)

Figura 2-3: Funciones para costo de latencia.

Ahora bien, si el objetivo es crear clasificadores no triviales, en el que su respuesta siempre sea

negativa (no riesgo), se necesita que cfn >> cfp. Por lo tanto, los autores proponen ajustar

cfn a 1 y los cfp de acuerdo con la proporción de casos positivos en los datos, dividiendo la

cantidad de casos positivos entre el número total de usuarios.

Losada et al. [7], inspirados en [93], incorporan un factor de descuento de latencia. En este

caso, se trata de una función sigmoidal con el propósito de penalizar las oraciones relevantes.

La función definida por estos es entendida de la siguiente manera:

lco(k) = 1− 1

1 + ek−o
(2-3)

De igual manera, los parámetros que recibe la función 2-3 son los siguientes:

• o: Es el coeficiente de penalización. Este parámetro controla el punto donde la penal-

ización aumenta rápidamente a uno. Cambiando el valor de o, es posible determinar

qué tan rápido un sistema identifica los casos en riesgo.

• K: Es la medida de retraso contando el número (k) de publicaciones, o comentarios

diferentes, que fueron vistos u observados antes de tomar la decisión.

• lco(k): Representa un costo asociado al retraso en la detección de verdaderos positivos.

La función 2-3 es parametrizada por o, que controla la dimensión X correspondiente al eje

de la evidencia que crece más rápidamente. Gráficamente, puede verse en la Figura 2-3, que

el factor de costo de latencia fue introducido solo para los verdaderos positivos (TP) [7].

Finalmente, se decide no tomar en cuenta los verdaderos negativos (TN), ya que no son casos

de riesgo y no demandaŕıan una atención inmediata.

2.5.2 Limitaciones y desventajas de la métrica ERDE

Para un usuario que publica un número total de 250 comentarios (es decir, exactamente

25 publicaciones por chunk), el sistema emite una decisión para el usuario u después del
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lc5(k) lc50(k)

Figura 2-4: Ampliación de eje k (evidencia).

segundo chunk de datos, entonces la tardanza k seŕıa de 50 porque el sistema necesitó ver

50 publicaciones para tomar su decisión.

Sin embargo, ERDE es una métrica bastante inestable [9] y depende de un puñado de textos,

especialmente en el caso del parámetro o = 5. Debido a que se basa en un sigmoide estándar

centrado en o, la transición entre NO penalización y 100% de penalización es extrema.

Como lo argumenta Sadeque et al. [80], este tipo de comportamientos es indeseable para

una medida de velocidad de detección, cuando no hay respuesta clara a la pregunta ¿cuántas

publicaciones debeŕıa tomar para detectar de una manera temprana?

Cabe señalar que, otra desventaja que tiene ERDE es que no es fácilmente interpretable. Si

un sistema alcanza un resultado en ERDE5 = 12.70%, ¿significa que es rápido o lento? De

igual manera, ¿cuántas publicaciones debe procesar el sistema para hacer la clasificación?

De manera que, la métrica ERDE se queda corta al no responder a estos cuestionamientos

[80].

En la Figura 2-4 se puede colegir que con ERDE5, incluso un sistema perfecto que clasificó

correctamente a cada usuario después de una sola publicación, seŕıa penalizado (Ver lc5(k)).

Por otro lado, con ERDE50 no hay penalización para un sistema que toma cuarenta y cinco

publicaciones para tomar una decisión (ver lc50(k)), mientras que un sistema que toma

cincuenta y cinco comentarios no obtiene ningún crédito [80].

2.5.3 Latency True Positive (LTP)

Un ajuste que se propone en este nuevo enfoque es no considerar el número de comentarios

publicados por un usuario, sino tomar el porcentaje de los mismos.

Esta métrica descrita en [80] define el término latencia como la mediana del número de

publicaciones o comentarios que el sistema observa antes de hacer una predicción sobre un

usuario en riesgo de algún trastorno mental. La función que la describe es la siguiente:

latency(U, sys) = median time(sys, u)

u ∈ U ∧ ref(u) = +
(2-4)
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En esta, U es el conjunto de usuarios, ref(u) es la etiqueta verdadera (golden truth) y

time(sys,u) se refiere al tiempo en número de primeras publicaciones observadas por el

sistema. Adicionalmente, la latencia, una medida de velocidad, debeŕıa estar acompañada

por otras métricas para complementar la evaluación del rendimiento de los sistemas.

De acuerdo con la definición de latencia dada por [80], los autores de [83] hablan de la

importancia de tener en cuenta únicamente los verdaderos positivos (TP), de manera que

difiere un poco con la función inicial (2-4). Por lo tanto, se ajusta la métrica de una forma

más intuitiva definida como:

latencyTP = median{k, d = V P} (2-5)

Donde k es el número de comentarios léıdos y d es la decisión del modelo, d=VP indica que

la decisión corresponde a un verdadero positivo. En esta, Losada et al. [83] argumentan que

los falsos negativos (FN) no son detectados por el sistema, por lo tanto, no debeŕıan generar

una alerta de riesgo. Cada decisión correcta con respecto a un usuario (VP) tomada después

de ku escritos, es asignada de acuerdo con la siguiente función de penalización:

penalty(k) = −1 + 2

1 + exp−o(k−1)
(2-6)

Sobre esta, el parámetro o determina qué tan rápido incrementa la penalización. Se sugiere

que o se establezca de modo que la penalización de latencia sea 0.5, es decir, 50% en el número

medio de publicaciones de un usuario. En el caso de 2017, en el eRisk2017 13, el número

promedio de publicaciones de un usuario es 142 y, ajustando la curva de penalización de

latencia a 0.5 y 142, resulta en o=0.0078. Ahora, una decisión correcta después del primer

escrito no tiene penalización (penalty(1) == 0). Este principio difiere de ERDE, ya que esta

última penaliza incluso si un sistema clasifica de manera satisfactoria a todos los usuarios

en riesgo (TP). Gráficamente la Figura 2-5 muestra que la penalización crece mucho más

suave y progresivamente comparada con la función sigmoidal de la métrica ERDE.

2.5.4 Speed

El Speed es otro componente que debe ser calculado es el factor de velocidad. Esta métrica

también se tuvo en cuenta a partir de 2019 en el marco del CLEF 14 en las tareas de detección

temprana de anorexia y autolesión (eRisk2019). Este componente asigna un valor de 1 a

los sistemas que clasificaron a verdaderos positivos correctamente en la primer ronda de

comentarios. Ahora bien, un sistema lento que detecte o ejecute un juicio sobre verdaderos

positivos, después de cientos de comentarios, tendrá un factor de velocidad cercano a cero.

La expresión matemática que satisface la descripción anterior corresponde a la ecuación (2-7)

13https://early.irlab.org/2017/index.html
14https://early.irlab.org/task.html
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Figura 2-5: Penalización por latencia vs escritos observados.

speed = (1−median{penalty(k) : d = V P}) (2-7)

2.5.5 Latency Weighted F1

En la sección anterior, se menciona la importancia de complementar estas nuevas métricas

para la detección temprana o early detection con otras métricas de clasificación. A partir

de esta estrategia, nace la métrica de puntaje latency-weighted F1. La función que describe

esta métrica está definida en la ecuación (2-8).

Flatency = F1 ∗ speed (2-8)

Uno de los ajustes destacados en la competencia del CLEF a partir de 2019 fue dejar de

usar el esquema de chunks, para emplear publicaciones por separado, de tal manera que las

penalizaciones crecieran suavemente. Aśı, un sistema perfecto podŕıa obtener un puntaje de

Flatency = 1 y, aún más importante, lograr que esta métrica sea más interpretable que ERDE

[83].
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2.6 Deep Bag of Sub Emotions (DeepBoSE)

El modelo Deep Bag-of-Sub-Emotions (DeepBoSE) [5], es uno de los modelos creados para la

clasificación de desórdenes psicológicos; concebido en el laboratorio de investigación MindLab
15 de la Universidad Nacional de Colombia. Fue entrenado con el conjunto de datos eRisk2017

y eRisk2018 para la detección de depresión. Su entrenamiento y posterior validación tuvo

en cuenta la totalidad de los comentarios de los usuarios, por lo que las métricas tenidas en

cuenta para su evaluación fueron únicamente de clasificación de texto, sin tener en cuenta

el esquema de clasificación temprana.

Teniendo en cuenta que este modelo es un componente crucial usado por el modelo propuesto

para la clasificación temprana de flujos de texto, se realizará a continuación una descripción

detallada de su estrategia aplicada para la representación de los textos y funcionamiento

en el enfoque de aprendizaje automático y profundo. Además, se explicarán los diferentes

componentes que hacen posible la tarea de clasificación.

Este modelo fue ajustado en sus componentes internos tales como funciones de activación,

número de capas ocultas y la forma de ingesta de datos, para poder adaptarlo a la clasifi-

cación temprana de otros desórdenes psicológicos además de la depresión.

A su vez, este calcula internamente una representación diferenciable de bolsa de carac-

teŕısticas (BC) que incorpora información emocional. Para conseguirlo, se emplea una rein-

terpretación de un esquema de pesado similar a tf-idf.

Una ventaja importante del método propuesto es que puede ser entrenado bajo el esquema

de aprendizaje por transferencia. Puesto que un modelo de red neuronal end to end tiene

la ventaja potencial de combinar las fases, tanto de representación como de clasificación en

un modelo totalmente entrenable. La representación de los flujos de texto está basada en la

estrategia aplicada por Ezra et al. [63], en el que su bolsa de sub emociones (BoSE) consiste

de varios pasos. El primero, un conjunto de emociones de grano fino, son aprendidas de

manera no supervisada a partir de una fuente léxica que contiene palabras asociadas a las

diferentes emociones y sentimientos con el uso de técnicas de agrupación que discretizan la

distribución de cada emoción ϵ en Ke sub grupos (llamados sub-emociones). El segundo paso

consiste en tomar estas emociones de grano fino y representar cada uno de los documentos; de

forma espećıfica, cada palabra es enmascarada o sustituida por su sub-emoción más cercana

y cada documento es representado por un histograma de frecuencias de sus sub-emociones.

En el último paso, el histograma como representación es usado para entrenar un modelo de

clasificación para predecir la salida final (personas con un posible riesgo de padecer anorexia

contra las que no tienen un riesgo asociado).

DeepBoSE usa un procesamiento similar, combinando el segundo y tercer paso. La fase de

la construcción de los histogramas y clasificación se integran en un sencillo modelo de red

neuronal profunda. La arquitectura del modelo se muestra en la Figura 2-6 y se constituye

de cuatro componentes.

15https://ingenieria.unal.edu.co/mindlab/
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Embedding

El punto de partida implica una representación vectorial preentrenada del modelo Fast-

Text para representar cada palabra del vocabulario en un vector numérico. Este primer

componente es un embedding de texto para calcular un vector de representaciones para cada

término tj. Es decir, cada documento di es representado como una matriz Xi.

Una propiedad importante de este enfoque señala que se preservan tanto las relaciones

semánticas como las similitudes numéricas, lo que permitirá asignar cada término xj em-

bebido a su sub-emoción más similar en la matriz Xi.

Codificador de mezcla de disimilitud (DM-encoder)

El segundo elemento es una capa de aprendizaje automático que asigna cada término embe-

bido a una espećıfica sub-emoción. Este extiende las propiedades de Dissimilarity Mixture

Autoencoder (DMAE) [94], un codificador automático para agrupación profunda que puede

ser incorporado dentro de una red neuronal profunda. De igual manera, DeepBoSE incorpora

un codificador DM para calcular una matriz de asignaciones suaves Si de las representaciones

embebidas Xi.

Componentes de aprendizaje profundo

Estos componentes de aprendizaje profundo permiten un cálculo intermedio de las asigna-

ciones realizadas en las representación BoSE y que corresponde a la bolsa de caracteŕısticas

diferenciable. DeepBoSE usa este componente para transformar las asignaciones suaves Si

en un descriptor general hi usando un vector de pesos widf .. Cabe señalar que, esta rep-

resentación es equivalente a una bolsa de caracteŕısticas cuando los codevectors no están

restringidos.

Capas de predicción

Finalmente, el cuarto componente lo conforman un conjunto de capas completamente conec-

tadas, empleadas para obtener el grado del trastorno a partir de la representación BoSE. Este

componente describe una función g donde las capas son usadas para obtener una predicción

ŷi a partir de hi y usando un conjunto de pesos W = W1, W2, W3. De manera que la

ecuación finalmente queda de la siguiente manera: ŷi = g(hi,W).

Ahora bien, es importante señalar que una bolsa de caracteŕısticas (BC) es una representación

probabiĺıstica que extiende las bolsas de palabras y que es ampliamente usada en el Proce-

samiento de Lenguaje Natural y visión por computador. Aśı, una BC convencional usa

incrustaciones de palabra con una técnica de cuantificación, con el propósito de determinar

la distribución de un vector de variables latentes discretas o codebook. Este codebook corre-

sponde al tamaño del diccionario de palabras; sobre esto, se aprovecha la ventaja de DMAE

que permite representar las asignaciones suaves como probabilidades. Para conseguir esto, se
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tiene un vector binario de variables latentes z = [z1,z2.....,zk ], donde zk = 1 si un codevector

θk es realmente representativo para el término tj y zk = 0 de otro modo. Aśı que, cada valor

sjk ∈ Si corresponde a la probabilidad P(zk= 1 |tj,di) de un codevector θk ∈ Θ para ser

representativo por un término tj en un documento di [5].

Con el objetivo de agregar información adicional de los lexicones en el codebook, se opta por

aplicar una estrategia que proporciona DMAE, en el que se permite la inicialización con otras

estrategias de agrupamiento para alcanzar mejores resultados a partir del aprendizaje por

transferencia. Aunque los codevectors o centroides pueden ser calculados usando cualquier

algoritmo de agrupamiento, se empleó DMAE teniendo en cuenta la capacidad que tiene para

hacer un agrupamiento basado en similitudes. Además se empleó una función de disimilitud

debido a que este tipo de función es más adecuada para un espacio embebido dado. Para

este caso fue de coseno, también aplicada en la representación de BoSE [63].

Figura 2-6: Diagrama conceptual de la arquitectura de DeepBoSE [5].

Las representaciones vectoriales de FastText, un modelo preentrenado con los datos de

WikiNews, fueron utilizadas para representar las palabras de los documentos de los usuar-

ios. En cuanto a la fase no supervisada, se empleó el lexicón EmoLex. Este Emolex contiene

cerca de trece mil palabras, asociadas cada una a una emoción o a un sentimiento. Cabe

decir que, para DMAE [94], el softmax inverse temperature α fue explorado en el rango de

10 a 103.
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El presente caṕıtulo tiene por objetivo analizar el comportamiento de la clasificación tem-

prana al procesar diferentes cantidades de evidencia y ajustes en los umbrales o puntos de

corte del clasificador.

Para ello, se abordan 3 tipos de análisis de clasificación temprana. El primero de ellos está

inspirado en agrupar a los usuarios de acuerdo con su número de publicaciones, examinando

el comportamiento de los umbrales del clasificador DeepBoSE y el desempeño de las curvas

de la métrica F1.

El segundo análisis corresponde al estudio de los intervalos de confianza con el objetivo

de encontrar una cantidad de evidencia máxima que el clasificador necesite para hacer la

detección temprana. Este enfoque parte de la motivación de lograr que los intervalos de

confianza se hagan más pequeños conforme aumenta la evidencia, extrayendo el vector de

representación de los flujos de texto de DeepBoSE para ser pasado a un clasificador de

regresión loǵıstica de scikit-learn y aśı comparar el desempeño de ambos modelos. Además,

se integran los análisis de desempeño de métricas como el accuracy, dado que ésta evalúa la

probabilidad de acierto del modelo de acuerdo con la teorıa de la decisión.

El último análisis se orienta a los umbrales tanto de evidencia como de clasificación, donde

se evalúan las gráficas de comportamiento de la métrica objetivo Latency Weighted - F1 al

seleccionar la mejor combinación de valores a partir del valor esperado de la métrica.

3.1 Conjunto de datos

El conjunto de datos empleado en la elaboración de los siguientes análisis fue eRisk2019 en

la tarea de clasificación temprana de señales de anorexia. Su descripción se detalla en la

sección 2.4.3.

Este conjunto de datos fue transformado del esquema de chunks a un diccionario, donde la

llave corresponde al identificador del usuario y el valor es una lista con las publicaciones

organizadas en orden cronológico de publicación, leyendo desde comentario más antiguo o

desde el chunk 1 hasta el comentario más reciente, es decir, el chunk 10. Una vez obtenidas

las publicaciones de manera granular, se hizo un pre procesamiento, que consistió en la

eliminación de algunas palabras vaćıas conocidas como stop words que son conjunciones,

art́ıculos o preposiciones que provocan cierto ruido por su alta frecuencia de aparición en

los textos. Las palabras con una longitud menor a 2 caracteres y superior a 25 fueron
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descartadas. Una vez normalizado el texto, se extrajeron unigramas y fueron transformados

en una representación vectorial con el modelo FastText [61] pre-entrenado con Wikinews.

en el desarrollo de todos los análisis del presente caṕıtulo le fueron concatenados a cada

usuario los escritos desde la primer publicación d1, en donde cada nueva publicación fue

concatenada con la anterior, de manera que al calcular el score del post número 50 se

obtendrá el compendio de todas las 50 publicaciones léıdas hasta el momento.

Cabe señalar que, del conjunto datos proporcionado se tuvo en cuenta únicamente el conjunto

de entrenamiento. A partir de este se estableció un 70% para entrenamiento del modelo y

el 30% para validación, que representa una cantidad de 142 usuarios, 20 de ellos etiquetados

con riesgo de padecer el trastorno de anorexia y los 122 restantes como grupo de control.

Ahora bien, éste y los demás conjuntos de datos descritos en la sección 2.4 fueron obtenidos

a través de una autorización firmada frente a las cláusulas de tratamiento de información

estipuladas en el cuerpo del acuerdo. Dicha solicitud fue exigida por los organizadores de

las competencias. Losada et al. [7]. Se dejaron establecidos aspectos de reserva de los datos

empleados, uso exclusivo con fines de investigación y la no publicación literal de porciones

de texto de los usuarios. Esta aclaración se hace necesaria frente a la importancia que tiene

en esta tesis el mantener la confidencialidad tanto de las publicaciones como de los nombres

de usuarios, ocultos con identificadores únicos y enmascarados en los conjuntos de datos

compartidos.

3.2 Análisis de comportamiento de umbrales de

clasificación por agrupación de usuarios de acuerdo con

su cantidad de evidencia.

3.2.1 Diseño experimental

El objetivo de este es agrupar a los usuarios de acuerdo a su número de publicaciones, ex-

aminando el comportamiento de los umbrales del clasificador DeepBoSE y el desempeño

cada 20 publicaciones de la curva de la métrica F1, descrita en la sección 2.5. Con dicho

presupuesto se exploró un rango definido de umbrales de clasificación de 0.2 a 95. Adicional-

mente, se establecieron 3 escenarios de acuerdo con el filtro de usuarios por su cantidad de

publicaciones:

• Análisis de filtro de usuarios cada 20 publicaciones por cada iteración: esta

estrategia consistió en filtrar la cantidad de usuarios de acuerdo con el número total de

comentarios que ellos publicaron. Para esto se tomaron inicialmente a aquellos usuarios

que tuvieron por lo menos 20 escritos, sobre lo que la consulta retornó cerca de 136

usuarios. En la siguiente iteración se contemplaron únicamente los usuarios con mı́nimo
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40 publicaciones y en la tercera, a aquellos usuarios con mı́nimo 60 publicaciones,

obteniendo cerca de 118 usuarios. De esta manera se continuo sucesivamente.

• Análisis sin filtro de usuarios por número de publicaciones: esta estrategia

se enfoca en mantener siempre la misma cantidad de usuarios, por lo tanto no se hace

ningún filtro por cada iteración. En la Figura 3-2 se puede observar la gráfica (a) donde

la cantidad de usuarios tomada para hacer la validación de la métrica F1 siempre es

la misma (142 usuarios), sin importar la cantidad de evidencia tomada.

• Análisis de filtro de usuarios con un máximo de publicaciones en cada it-

eración: en la primera iteración correspondiente a 20 comentarios se consultaron

los usuarios que teńıan hasta 20 publicaciones, razón por la que se inició con un total

de 7 usuarios. En la siguiente iteración se validaron aquellos usuarios con menos de

40 comentarios. Cabe señalar que estos son acumulativos, pues se contemplan los que

tienen hasta 20 comentarios, de acuerdo con el postulado de que 20 < 40; por ende, la

cantidad fue de 18 usuarios aproximadamente.

3.2.2 Resultados

En la Figura 3-1 (a) se puede observar el análisis de filtro de usuarios cada 20 publicaciones

por cada iteración, el número de usuarios es de orden descendente hasta alcanzar una evi-

dencia de 340 comentarios, finalizando en una cantidad cercana a los 70 usuarios para hacer

la validación. Por otro lado, la gráfica (b) de la misma figura hace referencia al compor-

tamiento del puntaje F1, teniendo en cuenta tanto los cambios de umbral como la cantidad

de evidencia vista hasta el momento.

Para el análisis sin filtro de usuarios por número de publicaciones, en cada cambio de evi-

dencia, se captura el resultado general de puntaje F1 por cada porción de comentario dado.

Esto puede verse en la Figura 3-2 donde el número de usuarios usados para validación es

constante.

Los resultados expuestos en el análisis de filtro de usuarios con un máximo de publicaciones

en cada iteración se representan en la Figura 3-3. Tanto en la gráfica (a) como en (b) el

comportamiento es de orden ascendente, de acuerdo al aumento de la evidencia.

3.2.3 Análisis y discusión

De acuerdo con los resultado de la Figura 3-1, el análisis de filtro de usuarios cada 20 pub-

licaciones por cada iteración esperaŕıa encontrar una ĺınea ascendente, ya que el desempeño

del modelo trabajaŕıa mejor con mayor evidencia. Sin embargo, lo que realmente ocurre es

que como la cantidad de usuarios es menor conforme aumenta la evidencia, la validación no

es tan consistente como cuando se realiza con una cantidad constante o en orden ascendente
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Figura 3-1: Análisis de filtro de usuarios de acuerdo con su número de publicaciones (a) y

comportamiento de detección temprana con F1 a través de la evidencia (b).
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Figura 3-2: Análisis de usuarios sin filtros por número de publicaciones (a) y compor-

tamiento de detección temprana con F1 a través de la evidencia (b).
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Figura 3-3: Análisis de filtro de usuarios con un máximo de publicaciones en cada iteración

(a) y comportamiento de detección temprana con F1 a través de la evidencia

(b).
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de usuarios. Por tanto, este diseño de exploratorio no es consistente y no permite realizar

un análisis más general de clasificación temprana.

En los resultados del análisis sin filtro de usuarios por número de publicaciones presentados

en la gráfica 3-2, se evidencia que sobre el post número 20 el modelo DeepBoSE ya hab́ıa

tomado una decisión para todos los 142 usuarios, clasificando algunos como personas con

tendencia a padecer el trastorno de anorexia, mientras que para otros segúıa esperando

analizar más evidencia. En la siguiente iteración, se volv́ıa a evaluar el puntaje F1 de

todos los usuarios, esta vez con una evidencia de hasta 40 comentarios. Al comparar este

comportamiento de umbrales con el anterior (en la Figura 3-1), se puede evidenciar que

esta proyección es ciertamente ascendente, al mantener la validación sobre una cantidad

constante de usuarios y al presentar un mayor desempeño sobre una cantidad superior de

evidencia en el sistema.

En el análisis de filtro de usuarios con un máximo de publicaciones en cada iteración, puesto

en la figura 3-3, se muestra un comportamiento más natural y esperado, denotando que

el sistema presenta un desempeño incremental de acuerdo con la cantidad de evidencia.

Claramente existen algunas excepciones, como en el caso del umbral 0.20 (color azul), pues

su comportamiento es casi constante y no hay mejoras a medida que aumentan los textos

léıdos. Lo contrario ocurre con los umbrales 0.50 (color azul agua marina) y 0.90 (color

negro).

Sobre este hecho se decide tomar para el conjunto de pruebas a los dos últimos umbrales

mencionados y, como evidencia de ello, se puede ver como hasta el comentario número

260 hay un desempeño ascendente y después de este número de escritos el desempeño es

constante. En este caso, se podŕıa dejar de leer más allá de este número de comentarios.

3.3 Análisis de intervalos de confianza para hallar la

máxima cantidad de evidencia

3.3.1 Diseño experimental

En este análisis se analiza el comportamiento de los intervalos de confianza conforme aumenta

la evidencia. Para lograrlo, se extrajo el vector de representación de los flujos de texto de

DeepBoSE para ser pasado a un clasificador de regresión loǵıstica de scikit-learn 1 y aśı

comparar el desempeño de ambos modelos. La figura 3-4 muestra la arquitectura del modelo

DeepBoSE, donde el recuadro gris de la izquierda contempla el vector de representación de

tamaño 1475 antes de sus capas de predicción.

Un intervalo de confianza es una técnica de estimación empleada en el campo de la estad́ıstica,

cuya función permite establecer un nivel de confianza para obtener los ĺımites inferiores y

superiores, de manera que se pueda acotar y obtener un valor aproximado en una determinada

1https://scikit-learn.org/
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probabilidad con un margen de error asociado.

Para la creación de los intervalos de confianza se aplicó la técnica de remuestreo con repetición

bootstrapping con 1000 iteraciones. Cabe mencionar que el accuracy es el porcentaje total

de elementos clasificados correctamente. Por lo que se calcularon los puntajes de accuracy

por cada una de las iteraciones para cada muestra del conjunto de validación. Acto seguido,

se ordenaron estos puntajes de manera ascendente y se calculó el ĺımite inferior y superior

con un intervalo de confianza del 95%.

Ante lo anterior se plantea la hipótesis de que no existe dependencia, al menos temporal, pues

sobre esta importa que entre más evidencia se tenga habrá una mayor certeza de decisión

respecto a su predicción. Asimismo, se intenta corroborar la hipótesis de que los intervalos

de confianza se hacen más pequeños a medida que aumenta la evidencia.

Figura 3-4: Vista de arquitectura de modelo DeepBoSE.

3.3.2 Resultados

Las Figuras 3-5, 3-6 evidencian el desempeño del accuracy de los modelos de acuerdo con el

aumento de la evidencia, en este caso hasta los 350 comentarios. En ambas figuras aparece

una ĺınea roja vertical que representa el ĺımite del área coloreada con verde. Por otra parte,

la Figura 3-7 muestra el tamaño de los intervalos de confianza en el eje vertical contra la

evidencia en el eje horizontal.
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(a) (b)

Figura 3-5: Evidencia vs accuracy con desviación estándar para el modelo reg. loǵıstica de

scikit-learn (a) y DeepBoSE (b).

Figura 3-6: Comparación entre modelo DeepBoSE y regresión loǵıstica de scikit-learn para

la evidencia vs accuracy en los primeros 350 comentarios.
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Figura 3-7: Curvas de comportamiento de los intervalos de confianza en los primeros 350

comentarios o publicaciones.

3.3.3 Análisis y discusión

De acuerdo con la teoŕıa de la decisión, se pueden tomar elecciones en condiciones de riesgo,

con información parcial y con probabilidades de ocurrencia. Es decir, la decisión que se

tome tendrá un riesgo medio asociado. Por esta razón, se decide que DeepBoSE en su

proceso de clasificación tenga en cuenta la ventana de evidencia necesaria para poder tomar

la clasificación temprana, optando por tener un buen desempeño tanto en la métrica F1 como

en speed, Latency true positive y Latency weighted-f1, explicadas al detalle en la sección 2.5.

Por su parte, las figuras que cuentan con el área verde pintada señalan la zona en la que el

sistema va a tomar la clasificación temprana. Por lo tanto, en este análisis podemos concluir

que la evidencia máxima recomendada para la clasificación temprana es de 170 comentarios,

representada con la ĺınea vertical roja, tal como aparece en las Figuras 3-5, 3-6 y 3-7.

De acuerdo con los datos de validación y más allá de este umbral de evidencia, la métrica

accuracy de los modelos tiende a ser lineal o a presentar un tipo de descenso. Situación de

relevancia en el análisis del comportamiento de las curvas para los tamaños de los intervalos

de confianza. Sin embargo, el modelo optará por no procesar más escritos de los usuarios y

se evaluará con las métricas de clasificación temprana empleando los datos de test.
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3.4 Análisis de umbrales de evidencia y clasificación a

través de la maximización de la métrica objetivo LWF1

3.4.1 Diseño experimental

El propósito de este análisis es validar el comportamiento de la métrica Latency Weighted -

F1 conforme aumenta la evidencia al igual que las métricas de clasificación temprana vistas

en la sección 2.5. Las métricas de P, R y F1 fueron evaluadas para ambos modelos con el

umbral de clasificación en 0.5. En este último análisis se trabajó con la misma representación

de DeepBoSE descrita en la Figura 3-4 y se comparó el modelo de regresión loǵıstica de

scikit-learn con el mismo DeepBoSE.

3.4.2 Resultados

En las Figuras 3-8 y 3-9 se muestra el comportamiento de las curvas de las métricas de

clasificación temprana Speed, PenaltyTP y LWF1, donde el eje vertical corresponde al pun-

taje alcanzado por la métrica y el eje horizontal representa el aumento de la evidencia en

número de publicaciones.

Figura 3-8: Comportamiento de las métricas de clasificación temprana Speed, PenaltyTP ,

LWF1 con aumento de evidencia y P, R y F1 con el modelo de regresión

loǵıstica de Scikit-Learn.

Las gráficas de la Figura 3-10 muestran el desempeño de las métricas F1 de color azul y

LWF1 de color rojo para cada cambio de umbral, empleando el modelo de regresión loǵıstica
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Figura 3-9: Comportamiento de las métricas de clasificación temprana Speed, PenaltyTP ,

LWF1 con aumento de evidencia y P, R y F1 con el modelo DeepBoSE.

de Scikit-learn. El eje vertical corresponde al puntaje de la métrica y el eje horizontal

corresponde al número de publicaciones o evidencia léıda.

Finalmente, las gráficas de la Figura 3-11 muestran un cambio de umbrales de 0.1 a 0.9

empleando el modelo de DeepBoSE y midiendo el desempeño de las métricas F1 y LWF1

de color azul y rojo respectivamente. El eje horizontal representa el cambio en el número de

comentarios procesados y el eje vertical el puntaje de la métrica alcanzado.

3.4.3 Análisis y discusión

Es importante señalar que el comportamiento del penaltyTP corresponde al esperado, en

orden ascendente conforme aumenta la evidencia y el Speed inversamente proporcional, ya

que disminuye. Esto se evidencia en el comportamiento de sus curvas en las gráficas de las

Figuras 3-8 y 3-9.

La curva de LWF1 es muy similar a la del Speed, ya que es la misma F1 multiplicada por

el Speed. Ante esto, la estrategia planteada se orientó en establecer el valor esperado de

la LWF1, buscando el punto donde se maximiza dicha métrica con los datos de validación.

Por ejemplo, para la regresión loǵıstica tiene su mayor puntuación en 20 comentarios y

DeepBoSE en los 30 comentarios.

De acuerdo con la Figura 3-10, se puede apreciar que cuando la métrica LWF1 presenta

umbrales bajos (Del 0.1 al 0.4) su desempeño durante el procesamiento de pocos datos se ve

afectado; sin embargo, a partir del umbral 0.7 obtiene una mejora significativa, llegando a

superar dicho comportamiento en el umbral 0.9 al procesar únicamente 20 comentarios.
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Figura 3-10: Comportamiento de la métrica F1 y LWF1 por cambio de umbral desde 0.1 a

0.9 para el modelo de regresión loǵıstica de Scikit Learn.
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Figura 3-11: Comportamiento de la métrica F1 y LWF1 por cambio de umbral desde 0.1 a

0.9 para el modelo DeepBoSE.
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Combinación óptima de parámetros encontrados
Modelo Umbral Evidencia / Publicaciones

DeepBoSE - Análisis sección 3.2 0.55 260
DeepBoSE - Análisis sección 3.2 0.95 260

DeepBoSE + CI - Análisis sección 3.3 0.5 170
Scikit Learn Logit - Análisis sección 3.4 0.9 20

DeepBoSE - Análisis sección 3.4 0.1 30

Tabla 3-1: Combinación óptima de parámetros encontrados.

Caso contrario ocurre con el comportamiento del modelo DeepBoSE, expuesto en las gráficas

de la Figura 3-11. Donde se puede observar que las curvas no son tan erráticas como en el

modelo anterior. DeepBoSE es más estable y, de acuerdo con estas gráficas, el desempeño

del modelo es mejor con umbrales bajos (de 0.1 a 0.4). A partir del umbral 0.5 en adelante

tanto en F1 como en LWF1 se observan cáıdas en ambas métricas y su desempeño no es

consistente.

3.5 Discusiones finales del caṕıtulo

Los experimentos realizados confirman que entre más evidencia se tenga mejor es el resultado

del modelo; sin embargo, este resultado aumenta la penalización en este esquema early. De

manera que cada análisis de detección temprana trabajado tiene fortalezas en la evidencia

mı́nima procesada por los modelos con 20 o 30 publicaciones y los mejores umbrales de

clasificación se encuentran en los valores extremos, es decir, 0.2 y 0.9. Asimismo, se evidencia

que al definir e implementar diferentes tipos de poĺıticas debe conseguirse un equilibrio entre

la clasificación más acertada y la cantidad de evidencia que se emplea en estos escenarios de

clasificación temprana.

La Tabla 3.5 muestra la combinación óptima de umbrales y cantidad de evidencia encontrados

para cada modelo analizado. En los 2 primeros registros, que corresponden al mismo análisis,

el mı́nimo número de publicaciones es de 260 y el único ajuste realizado fue en el umbral del

clasificador. Sobre el tercer registro, correspondiente al análisis con intervalos de confianza,

el umbral se estableció en 0.5 y el número de publicaciones bajo a 170. En los últimos 2

registros, que corresponden al último análisis realizado, se observa que el número de evidencia

mı́nimo para ambos modelos es muy similar pero el umbral de clasificación es muy diferente,

siendo los extremos para cada modelo.

Finalmente, se logró encontrar la mı́nima cantidad de evidencia necesaria, los mejores um-

brales del clasificador y establecer una estrategia de aprendizaje automático para poder

emitir una decisión de clasificación temprana, que sea interpretable, explicable y que pueda

tener el mejor desempeño en fase de pruebas. Por tanto, son estos valores los que va a utilizar

el algoritmo del modelo propuesto, detallado en el caṕıtulo 4.



4 Early Deep Bag-of-sub-Emotions

Este caṕıtulo presenta el modelo propuesto para la presente tesis de investigación, el modelo

llamado Early Deep Bag-of-sub-Emotions (Early DeepBoSE). Aqúı se describe desde una

perspectiva de arquitectura general la cual se encuentra representada en la Figura 4-1 y

posteriormente se describen de manera detallada cada una de sus tres fases que lo componen.

4.1 Descripción del modelo propuesto

Early DeepBoSE se compone de tres fases, la primera de ellas es la fase de fuentes de datos

seguido de la fase de representación de los flujos de texto y finaliza con la fase de evaluación

de clasificación temprana de riesgo. El presente modelo está construido y ajustado para ser

evaluado con las métricas de detección temprana revisadas en la sección 2.5.

Cabe mencionar, que el modelo Early DeepBoSE es flexible, trabaja con pocos datos en fase

de evaluación y pruebas. y posteriormente se explicará el detalle del algoritmo de clasificación

temprana junto a un conjunto de posibles escenarios que se pueden presentar en el contexto

actual de la clasificación temprana.
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Figura 4-1: Diagrama de funcionamiento del modelo Early DeepBoSE.

4.2 Fase de fuentes de datos

De acuerdo con la fuente de datos, estos deben ser transformados para poder ser incorporados

al modelo. Si se tratan de datos en chunks como los datos de eRisk provenientes del CLEF,

el sistema lee y procesa uno a uno estos fragmentos de acuerdo con el orden secuencial o

cronológico de los comentarios.

Como se ha comentado anteriormente, la mayoŕıa de los conjuntos de datos se presentan

organizados en paquetes conocidos como chunks. Para la fase experimental del modelo, se

procesó cada uno de los comentarios de cada uno de los usuarios para tenerlos de manera

granular, publicación por publicación. Para conseguirlo, se leyó cada archivo XML de cada
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usuario, desde el último post del archivo y haciendo una lectura inversa con el propósito de

obtener los post en orden cronológico, tal como se muestra en la Figura 4-2. Una vez se

finalizó la lectura del primer paquete o chunk de datos, se continúo con el segundo y aśı

sucesivamente hasta almacenarlos en un estructura de datos, en este caso, un diccionario.

Para eRisk2019, la colección de datos de pruebas fue ajustada. De acuerdo con la necesidad

Figura 4-2: Transformación de datos de entrenamiento eRisk2019 de chunks a ı́tem por

ı́tem.

de simular escenarios de la vida real, se dejó de lado el esquema de chunks para abrir paso

al procesamiento de los comentarios uno a uno o ı́tem por ı́tem [83]. El equipo organizador

configuró un servidor, exponiendo una API (Application Programming Interface) REST1

encargada de generar las publicaciones de todos los usuarios. Debido a que estos servidores

no se encuentran actualmente disponibles, este comportamiento se simuló localmente para

procesar los comentarios y evaluar los modelos implementando las métricas expuestas en la

ecuación 2-5 y 2-7.

La Figura 4-3 muestra el primer paso para la lectura de los archivos XML (815 corre-

spondientes a la cantidad de usuarios del subconjunto de pruebas), los cuales, son léıdos y

organizados en orden cronológico. Si por lo contrario son datos provenientes de fuentes como

Twitter, Facebook, u otra red social, se debe pasar en orden secuencial uno a uno los tweets

o publicaciones de un conjunto de usuarios, junto al identificador único de usuario. Debido

a que la mayoŕıa de estas redes sociales cuenta con un API para transferencia de datos, estos

pueden ser transformados y cargados en listas o diccionarios directamente. También pueden

ser almacenados en archivos de texto plano, donde el nombre del archivo corresponda al

ID del usuario. El modelo internamente, va almacenando cada comentario y este proceso

se repite cuando el modelo necesite más evidencia. Si ya ha emitido una decisión final, es

1http://early.irlab.org/server.html
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Figura 4-3: Simulación construida para procesar ı́tem por ı́tem cada una de las publica-

ciones de los usuarios.

decir, ha clasificado a un usuario con un trastorno, no va a seguir leyendo más comentarios

de dicho usuario.

4.3 Fase de representación de flujos de texto

En esta primer fase se define la representación de flujos de texto aplicado a los desórdenes

psicológicos, con el propósito de resolver la pregunta inicial de esta investigación y, a su vez,

desarrollar el primer objetivo espećıfico planteado. Para lograrlo, se utilizan los conjuntos

de datos empleados en las competiciones o desaf́ıos especializados en hacer seguimiento a

este tipo de enfermedades.

Para el pre procesamiento y normalización de los flujos de texto se aplicaron varias técnicas

de limpieza como la eliminación de stop words, caracteres especiales, además de palabras

cuya longitud fuera menor a dos caracteres y superior a veinticinco. Dada la naturaleza

de los datos (comentarios de la red social Reddit), el uso de lenguaje ambigüo, informal

y su escritura no es sintácticamente correcta, lo que da lugar a la existencia de palabras

desconocidas y mal escritas.

Finalmente, no se aplicó Lemmatization, Stemming2 ni conversión a minúsculas. Esto obe-

dece a lo comentado en [34], en el que recomienda no descartar ciertas palabras que son

importantes para analizar la forma en que se escriben las publicaciones. Algunas de ellas son

pronombres personales como “yo”, verbos en pasado y palabras absolutistas como “todo” o

“nada”. Adicionalmente, se aconseja no convertir todo el vocabulario a minúsculas, puesto

que una publicación en mayúscusculas infiere que el usuario hace énfasis en sus escritos, al

2https://nlp.stanford.edu/IR-book/html/htmledition/stemming-and-lemmatization-1.html
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pasar por un episodio de depresión, estrés o ansiedad [8].

Una vez se ha normalizado el texto, se separan los tokens en unigramas y se transforman en

representaciones vectoriales hechas por FastText pre-entrenado con Wikinews.

4.4 Fase de evaluación de clasificación temprana de riesgo

En el planteamiento del problema, se discutió la necesidad de procesar la menor cantidad

de comentarios, obtener una alta velocidad en la predicción y que esta sea lo más acertada

posible. Es por esto, que en esta fase contempla la implementación de la estrategia de

aprendizaje automático para la clasificación temprana y considera la respuesta a la segunda

pregunta de este ejercicio de investigación, junto al desarrollo del segundo objetivo espećıfico.

DeepBoSE recibe como entrada las secuencias obtenidas en la representación vectorial de

la fase II. Lo que hace internamente este modelo se puede apreciar en la Figura 2-6. A

partir de la salidas de su última capa, que comprende una función de activación de regresión

loǵıstica, se extraen las probabilidades obtenidas por este clasificador. Estas probabilidades

señalan el posible padecimiento de algún trastorno de depresión en eRisk2017 y eRisk2018, de

anorexia en eRisk2018 y eRisk2019, y de autolesión en eRisk2019. Partiendo del presupuesto

de que U = {u1, u2...un} es un conjunto de usuarios y D = {d1, d2...dn} es un conjunto de

documentos escritos por los usuarios correspondientes en U. Cada documento, di ∈ D es una

publicación hecha por un usuario en una red social. Por lo tanto, el objetivo del modelo

consiste en mapear todos los ui a una de las clases objetivo, C = {sano, riesgo} tan rápido

como sea posible. Con tal fin, se propone alcanzar este objetivo a través de la extracción

de información que es realmente útil para categorizar los usuarios. Para ello, el modelo

propuesto es una versión ajustada de DeepBoSE, que opera como una pieza o componente

empleado por el modelo para la clasificación temprana. Por su parte, Early DeepBoSE

clasifica al usuario si está en algún tipo de riesgo; en caso contrario, espera por más evidencia

y el proceso completo de la Figura 4-1 se repite.

Esta última fase corresponde a una poĺıtica o regla que determina si la predicción actual

hecha por el clasificador es la predicción final. Por ejemplo, la poĺıtica que se ha establecido

para el modelo propuesto implica verificar si la probabilidad de que un usuario pertenezca

a la clase objetivo Priesgo está por encima de un valor de umbral fijo, umbral. Si Priesgo ≥
umbral, entonces se puede predecir con seguridad que el usuario pertenece a la clase riesgo

y el sistema ya no consume datos de prueba para este usuario.

En el Algoritmo 1 se describen los pasos que se establecieron para la poĺıtica de clasificación

temprana establecida en esta tesis. Alĺı se tienen en cuenta los parámetros que fueron

explorados en la sección 3. El primero de ellos es umbral, que hace referencia al punto de

corte óptimo de clasificación; en segunda, instancia se encuentra maxPub que corresponde

a la evidencia máxima global. Esta última tiene el propósito de hacer un early stopping,

de tal manera que el modelo no estará esperando indefinidamente comentarios de todos los

usuarios. Los valores establecidos para maxPub y umbral fueron los siguientes:
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• 260 publicaciones y umbral de 0.95: parte del análisis de comportamiento de

umbrales de clasificación por agrupación de usuarios de acuerdo con su cantidad de

evidencia.

• 170 publicaciones y umbral de 0.5: engloba el análisis de intervalos de confianza

para hallar la máxima cantidad de evidencia.

• 30 publicaciones y umbral de 0.1: corresponde al análisis de umbrales de evidencia

y clasificación a través de la maximización de la métrica objetivo LWF1.

A continuación se evidencia la explicación detallada de las ĺıneas que componen el algoritmo

1:

• Ĺınea (1), el algoritmo recibe los documentos del usuario, las variables maxPub y

umbral mencionadas anteriormente.

• Ĺınea (2), el algoritmo retorna tanto la decisión de estar en riesgo o no de padecer

un trastorno mental y el número de documentos léıdos que fueron necesarias para su

clasificación.

• Ĺınea (3), corresponde al nombre de la función, clasificacionTemprana.

• Ĺınea (4-6), se inicializa la variable evidencia como un arreglo que concatena los doc-

umentos documenti, del usuario enRiesgo se asigna el estado actual de riesgo y, por

último, latencia, que corresponde al número de documentos actualmente procesados.

• Ĺınea (7), se itera sobre las publicaciones siempre y cuando la latencia o el número de

documentos léıdos hasta el momento sea menor a maxPub y el documento actual sea

diferente de vaćıo.

• Ĺınea (8), dado que los flujos de texto escritos por el usuario no han sido clasificados

como un caso positivo de estar en riesgo, de forma iterativa, el vector evidencia se

actualiza concatenando las nuevas publicaciones del usuario.

• Ĺınea (9), aqúı se guarda el conteo de la evidencia vista que posteriormente será retor-

nada y tenida en cuenta en las métricas de clasificación temprana.

• Ĺınea (10), DeepBoSE recibe como entrada la evidencia acumulada obtenida hasta este

momento para retornar un score o probabilidad, la cual es almacenada en la variable

proba.

• Ĺınea (11), se evalúa si la probabilidad proba del usuario ui es mayor o igual a umbral,

aquel parámetro explorado en la sección 3. Cada vez que se procese un nuevo docu-

mento, esta variable proba será actualizada con el valor retornado por DeepBoSE.
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• Ĺınea (12), sea enRiesgo ∈ {0, 1}, la variable con 2 posibles estados: El valor de 1

corresponde a un usuario clasificado como caso positivo y será clasificado con 0 en caso

negativo. Si la condición de la Ĺınea (9) se cumple, se asigna el valor de 1 y en caso

contrario, seguirá esperando por más evidencia, es decir, se va a seguir concatenando

los próximos documentos del usuario.

Si nunca se supera el umbral de clasificación, el valor de la variable enRiesgo será de 0 y el

valor de latencia será igual al de maxPub.

Algoritmo 1: Algoritmo usado para la clasificación temprana de riesgo de un

usuario dado.

1 Entradas: documents, maxPub, umbral // Documentos del usuario ,

variable maxPub y variable umbral

2 Salidas: enRiesgo, latencia // Decisión de clasificación temprana y

cantidad de evidencia analizada

3 function clasificacionTemprana(documents, maxPub,umbral):

4 evidencia← [ ];

5 enRiesgo← 0;

6 latencia← 0;

7 while latencia ≤ maxPub & documentsi ̸= empty do

8 evidencia.append(documentsi)

9 latencia← latencia+ 1

10 proba← deepBoSE(evidencia)

11 if proba ≥ umbral then

12 enRiesgo← 1

13 return enRiesgo, latencia

14 else

15 continue

16 end

17 end

18 return enRiesgo, latencia
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El detalle de la simulación de comportamiento se puede analizar en la Figura 4-4, donde

todos los usuarios cuentan con un distinto número de publicaciones. Cabe señalar que en

esta figura cada celda representa una publicación. El color verde indica una publicación

observada, las de color rojo indican donde se toma la decisión temprana y la celda de color

blanco corresponde a una publicación aún no léıda. De acuerdo con esto, se describen las

siguientes escenarios:

1. El primer escenario es el “usuario 0”, con un total de 9 publicaciones, donde el modelo

concatenó toda la evidencia hasta la publicación número 9 para tomar la decisión

temprana.

2. Para el “usuario 1” la cantidad de publicaciones es mayor, pero el algoritmo solo

necesitó de 3 publicaciones para clasificarlo de manera temprana como usuario en

riesgo. Una vez hecha la detección, deja de procesar más evidencia para este usuario.

3. El “usuario 2” nunca sobrepasa el punto de corte establecido para el parámetro umbral.

En este caso el algoritmo concatenó documentos del usuario hasta alcanzar una latencia

= maxPub. Este usuario nunca es clasificado en riesgo de trastorno mental, es decir,

es clasificado como un caso negativo.

Figura 4-4: Funcionamiento de algoritmo para la clasificación temprana de riesgo.
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En el Caṕıtulo 3 donde se describe el análisis de la clasificación temprana, se establecieron

los valores de los parámetros que necesita el algoritmo, sección (4.4), para tomar una decisión

de una manera interpretable y explicable. Por lo tanto, en el presente caṕıtulo se describe el

montaje experimental, la división de los conjuntos de datos y el ajuste de hiperparámetros

para el entrenamiento, validación y, la fase de pruebas del modelo Early DeepBoSE.

En la sección de resultados se comparan los modelos de ĺınea base contra el modelo propuesto

y se discuten los resultados obtenidos por cada uno de los trastornos psicológicos estudiados,

comparando fortalezas y debilidades de Early DeepBoSE. De igual manera, se relaciona el

modelo con los resultados de los equipos que participaron en las competencias descritas en

la Sección 2.4.

5.1 Montaje experimental

A continuación, se describen las caracteŕısticas de los servidores donde fueron ejecutados

todos los experimentos del presente trabajo de investigación:

• Servidor 1: GPU RTX 2080 TI 11GB y 23 GB RAM.

• Servidor 2: GPU RTX 2080 TI 11GB y 66GB de memoria RAM.

• Máquina virtual de Google Colaboratory, entorno de Colab PRO Tesla V-100 16GB

con opción de High RAM.

• Máquina virtual de Google Colaboratory, entorno estándar Tesla T4 16GB.

La información empleada en la implementación del modelo fue la siguiente: TensorFlow 2.1.0

como backend y versión de la API de alto nivel de TensorFlow para la creación rápida de pro-

totipos 1 llamada tf.keras: versión 2.2.4. Versión de lenguaje de programación Python: 3.7.6.

1https://www.tensorflow.org/guide/keras?hl=es
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5.1.1 Conjuntos de datos

Depresión - eRisk2017

La colección descrita en la Tabla 2-4 está compuesta por comentarios o publicaciones de un

conjunto de usuarios de la red social Reddit. Cabe indicar que existen dos tipos de usuarios,

aquellos que fueron diagnosticados con un trastorno depresivo y los que no lo padecen. Para

cada usuario hay una colección de secuencias de escritos en orden cronológico.

Figura 5-1: Desbalanceo de clases en eRisk2017.

Una caracteŕıstica de estos conjuntos es el desbalanceo de clases o etiquetas. En la Figura

5-1 se aprecia como las personas que NO están en riesgo son más del doble de las que SI

están en riesgo.

Sobre esto, uno de los primeros análisis realizados esta enfocado en la detección de aquellos

términos que son más usados por las personas con riesgo de depresión. En la Figura 5-

2 se evidencia que las palabras en la imagen (a) expresan deseo, bienestar, necesidad y

sentimientos; además de palabras como “conseguir”, y algunas de carácter absolutista como

“todo” y/o “nada”. Sin embargo, el vocabulario usado por personas que no están en riesgo

de sufrir depresión (b) es más aleatorio y diverso, donde temas como cine, deportes y poĺıtica

toman relevancia.

De acuerdo con la Tabla 2-4, para entrenamiento (486 usuarios en total), se dividieron estos

datos en 70% para entrenamiento y 30% para validación, estableciendo la siguiente partición:

340 usuarios para entrenamiento, de los cuales 292 son usuarios del grupo de control y 48

diagnosticados con señales de padecer depresión. En el subconjunto de validación se tienen

146 usuarios, de los cuales 35 etiquetados como depresivos y 111 saludables.

Depresión - eRisk2018

Para eRisk2018, en la Tabla 2-5 se puede apreciar como, en la colección de entrenamiento,

el porcentaje de casos positivos de diagnóstico con depresión es cerca del 15% y, en el

subconjunto de pruebas, el porcentaje de los casos positivos corresponde al 9%. La media de
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(a) (b)

Figura 5-2: Nube de palabras de las publicaciones de las personas diagnosticadas con de-

presión (a) contra las no diagnosticadas o sanas (b).

d́ıas desde la primer publicación hasta la última es cerca de quinientos d́ıas, lo cual permite

analizar la evolución del lenguaje desde la publicación más antigua hasta la más reciente.

Con este conjunto de datos se realizó nuevamente una partición de 70% y 30% para en-

trenamiento y validación respectivamente. Del total de los 887 usuarios del conjunto de

entrenamiento, se tomaron 620 usuarios para hacer el entrenamiento del modelo (530 como

grupo de control y 90 diagnosticados con depresión) y los 267 restantes se usaron para

validación, de la siguiente manera: 45 usuarios etiquetados como personas con trastorno

depresivo y los 222 restantes como grupo de control.

Anorexia - eRisk2018

La colección de datos obtenida para el entrenamiento en eRisk2018 y eRisk2019 sigue el

mismo formato expuesto en la Tabla 2-3; el esquema de chunks se mantiene igual (únicamente

para eRisk2018 ) como se muestra en la Figura 2-1. En eRisk2018, para el entrenamiento

existen 20 usuarios identificados con riesgo de anorexia y 132 del grupo de control. El con-

junto de pruebas está conformado por 41 usuarios diagnosticados de padecer la trastorno y

279 en el grupo de control.

Anorexia - eRisk2019

En eRisk2019, el detalle del conjunto de datos se describe en la Tabla 2-7. Originalmente

esta colección posee para entrenamiento un total de 61 usuarios diagnosticados en riesgo de

anorexia y 411 que no están en riesgo de padecerla. De este conjunto de entrenamiento, fue

dividido un 70% para el entrenamiento del modelo y 30% para el ajuste de hiperparámetros,

que corresponde al subconjunto de validación.

En este subconjunto de entrenamiento se obtuvieron 289 usuarios como grupo de control y

41 etiquetados con anorexia. Para la validación se establecieron 122 usuarios etiquetados

con la clase negativa, es decir, no diagnosticados con anorexia y 20 usuarios etiquetados con

riesgo de anorexia.
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(a) (b)

Figura 5-3: Distribución de comentarios de usuarios. En (a) todos los usuarios y en (b) los

diagnosticados con algún trastorno mental.

Finalmente, para las pruebas del modelo se dejó la misma cantidad del conjunto de datos

original, es decir, 73 usuarios etiquetados con la clase positiva y 742 de grupo de control.

Por su parte, la Figura 5-3 muestra la distribución de los comentarios por usuario. Este

análisis se hace para determinar el número viable máximo de comentarios que el modelo

debeŕıa procesar en su fase de validación. Por ejemplo, para el caso de (b), la mayoŕıa de los

usuarios con el trastorno tienen su mayor densidad en los primeros 250 comentarios. Por otra

parte, entre los 700 y los 1000 hay pocos usuarios y un valor at́ıpico en los 2000 comentarios.

Autolesión - eRisk2019

Los datos para entrenar el modelo provienen de una colección de escritos extráıdos de Reddit,

tomados de usuarios que ya estaban en la comunidad de “autolesión”, entre los que se

encuentran 197 usuarios, 65 de ellos tuvieron algún tipo de autolesión y los 132 restantes,

son usuarios que no presentaron evidencia de autolesión en sus escritos. Este conjunto de

datos fue proporcionado por Sergio Burdisso [90].

Aśı como lo expresan Losada et al. [83], se espera que la efectividad en esta tarea sea más

baja, comparada con las otras tareas en detección temprana, ya que no se tiene conjunto

de entrenamiento y las publicaciones recolectadas para el conjunto de pruebas hacen parte

de comentarios de usuarios que aún no practicaban la autolesión. Para la fase de experi-

mentación de los 197 usuarios, se consideraron 137 usuarios para el entrenamiento del modelo

(89 como grupo de control y 48 etiquetados con señales de autolesión) y los 60 restantes (17

con señales de autolesión y 43 aleatorios) para validación.

5.1.2 Entrenamiento del modelo y ajuste de hiperparámetros

El conjunto de datos de eRisk2017 y eRisk2018 tuvo la siguiente división expuesta en la

Figura 5-4. Aunque los datos proporcionados estén en el esquema de chunks descrito en la
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Figura 2-1, para el entrenamiento del modelo se concatenaron todos los textos de cada una

de las publicaciones por usuario, de manera que el entrenamiento del modelo no se hizo de

manera incremental sino con la totalidad de la evidencia, omitiendo la división de los datos

en chunks. Esto con el objetivo de entrenar un modelo robusto, que tuviera suficientes datos

y trabajara por separado la estrategia de clasificación temprana.

Figura 5-4: Transformación y división de conjunto de datos en eRisk2017 y eRisk2018 para

entrenamiento, validación y pruebas del modelo.

Para el subconjunto de validación, la porción de los datos seleccionada fue del 30%. Como se

observa, en la validación si se dejaron los datos en fragmentos originales o chunks, debido a

que en este caso si se aplican las métricas de clasificación temprana. Finalmente el conjunto

de pruebas no fue generado a partir de una división propia,sino por los organizadores en

carpetas con una nomenclatura clara y espećıfica.

Selección de hiperparámetros

Para cada uno de los conjuntos de datos de los trastornos mentales se optó por ajustar la

arquitectura del componente de aprendizaje profundo del modelo DeepBoSE. El número

de capas explorado fue de [1,2,3,4], número de neuronas [64,128,256,512], las funciones de

activación fueron [‘relu’,‘elu’] y tasas de aprendizaje comprendidas en los siguiente valores:

lr = [1e-4,1e-5,1e-6]. Una probabilidad de dropout de 0.2 fue añadida a los pesos para la

regularización.

Los conjuntos de datos estudiados adolecen el problema de desbalanceo de clases. Este es un
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problema t́ıpico donde se tiene una clase o variable “y” minoritaria, en donde la proporción

de las etiquetas puede ser del 90% - 10%. Para tratarlo, existen varias estrategias:

1. Submuestreo de la clase minoritaria: consiste en añadir copias de la clase minoritaria

para aumentar su peso sobre el total.

2. Submuestreo de la clase mayoritaria: se basa en quitar muestras de la clase mayoritaria

para intentar equilibrar las clases.

3. Darle más peso a las muestras de las clase minoritaria: algunos algoritmos como la

regresión loǵıstica permiten ponderar en mayor medida los elementos que pertenecen

a la clase minoritaria.

De las anteriores técnicas mencionadas por Gossain et al. [95], se seleccionó la tercera

estrategia, que asigna un peso adicional a la clase positiva o minoritaria, en este caso la que

representa los textos que evidencian un tipo de trastorno mental.

TensorFlow permite establecer un parámetro opcional llamado ”class_weight” 2, un dic-

cionario de mapeo de ı́ndice de clases usado para ponderar la función de pérdida en la clasi-

ficación binaria durante el entrenamiento del modelo, haciendo que se preste más atención

a las muestras de una clase subrepresentada.

Los mejores hiperparámetros fueron seleccionados a través de una búsqueda de grilla o grid

search, empleando como criterio la métrica F1. Asimismo, los pesos del modelo fueron es-

timados usando el algoritmo de optimización Adam [96] con diferentes tasas de aprendizaje

(learning rate), escogidos en un análisis exploratorio para evitar el sobre y sub-ajuste. Te-

niendo en cuenta lo anterior, los hiperparámetros seleccionados de acuerdo con el trastorno

mental fueron lo siguientes:

1. Depresión: Se seleccionaron 2 capas densas completamente conectadas, con 512 neu-

ronas en cada capa con función de activación ReLU y una tasa de aprendizaje o learning

rate de 1e-4.

2. Anorexia: En las capas completamente conectadas, se emplearon 3 capas densas

intermedias con función de activación ELU y 64 neuronas por cada capa.

3. Autolesión: La mejor combinación de hiperparámetros fue 1 capa intermedia densa,

de 64 neuronas cada capa, una función de activación ReLU y una tasa de aprendizaje

de 1e-4.

2tensorflow.org/apidocs/python/tf/keras/Model
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5.1.3 Modelos de ĺınea base

Una ĺınea base es un modelo simple que provee resultados razonables en una tarea en la que

no requiere mucho conocimiento y tiempo para construirse. Entre los modelos más comunes

se incluyen los de regresión lineal para predecir valores continuos o el de regresión loǵıstica

para una clasificación binaria.

De los modelos de ĺınea base examinados en el estado del arte de la Sección 2, para la fase

de representación de los flujos de texto, son muy usadas las bolsas de palabras junto a un

pesado con tf-idf.

Una bolsa de palabras es un modelo de representación vectorial muy simple que representa

cada documento como un vector numérico donde cada dimensión es una palabra o token y el

valor es el conteo de frecuencia de la palabra en el documento [97]. Si una palabra se repite

mucho tiende a opacar términos que son más representativos de una clase o documento. Para

solucionarlo, surge Tf-idf (en inglés term frequency-inverse document frequency).

Para su implementación, se usó el objeto TfidfVectorizer de scikit-learn. Este objeto con-

vierte una colección de documentos en bruto y las convierte en una matriz de caracteŕısticas

con pesado tf-idf que proporciona un mecanismo de ponderación.

Ahora bien, se pueden obtener tokens individuales (una única palabra) o una secuencia

de ellas, también conocidas como n-gramas. Si son grupos de 2 palabras se conoce como

bigrama y trigrama para el grupo de 3 palabras. Para el caso de los bigramas se estableció

el parámetro ngram range en 1,2 para generar tokens de 1 y 2 palabras y, en el caso de

los trigramas, en 1,3 para crear tokens de 1, 2 y 3 palabras. Una vez se calcularon sus

matrices numéricas de representación, se entrenó un modelo SVM (Máquina de Soporte

Vectorial) con un núcleo lineal para la clasificación. Por otro lado, son Word2Vec y GloVe

(soluciones pre entrenadas para la representación de los textos, vistos en la sección 2.2.1) los

modelos de ĺınea base que más se implementan en la fase de representación y que emplean

arquitecturas de aprendizaje profundo con secuencia, estructura, contexto y significado de las

palabras. Estos modelos están basados en aprendizaje profundo que transforman las palabras

en vectores numéricos densos dentro de un espacio continuo. Existen implementaciones ya

construidas que fueron usadas como es el caso de Word2Vec de la libreŕıa de python Gensim

para la capa de embedding de dimensión 100 y GloVe de 200 dimensiones. A continuación,

se agregaron 2 capas LSTM de 25 neuronas cada una y 2 de dropout de 0.5. Finalmente una

capa densa de 1 neurona con una función de activación sigmoidal. Acto seguido, se compiló

con una función de pérdida binary cross entropy y un optimizador adam [96]. Cabe decir

que, el entrenamiento de la red se hizo con un batch size de 128 y 50 épocas.

Para la representación y entrenamiento se procesaron todos los chunks para el conjunto de

datos de eRisk2017-Depresión con este esquema y se procesaron hasta 300 publicaciones para

el conjunto de datos eRisk2019-Anorexia, con el objetivo de analizar el desempeño de estos

métodos en la tarea de clasificación temprana.
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Resultados de clasificación temprana

Ĺınea base Depresión 2017
P R F1 Erde 5 Erde 50

BoW + SVM 0.45 0.58 0.51 89.9% 86.4%
Tf-idf + SVM 0.37 0.79 0.50 97.8% 95.6%

trigramas + SVM 0.78 0.27 0.40 98.8% 97.1%
bigramas + SVM 0.70 0.27 0.39 98.4% 96.7%

Word2vec + LSTM 0.25 0.37 0.30 86.5% 84.3%
GloVe + LSTM 0.40 0.27 0.32 94.4% 92.9%

Tabla 5-1: Resultados de clasificación temprana con representación de Bag of words, tf-

idf, trigramas y bigramas con algoritmo SVM lineal y redes neuronales, usando

LSTM con embeddings de word2vec y GloVe para el conjunto de datos eRisk2017

- Depresión.

5.2 Resultados

Detección temprana de señales de Depresión

eRisk2017

En la Tabla 5.2 se evidencia que para la detección de depresión, los mejores resultados se

obtuvieron con una representación de bolsa de palabras junto a un pesado tf-idf en cuanto a

la métrica F1 se refiere. Establecer una representación en bigramas y trigramas junto a un

modelo SVM no genera mayor valor, ya que el Precision mejora un poco, pero en términos

de Recall cae drásticamente haciendo que el F1 también empeore. Ahora bien, tanto en

ERDE5 como en ERDE50 los resultados son malos, ya que al procesar todos los chunks

la penalización es máxima al no tener una poĺıtica de clasificación temprana definida. En

el caso de los modelos que usan redes neuronales con embeddings de Word2vec y GloVe

sus resultados en la métrica F1 fueron más bajos y las métricas de clasificación temprana

también presenta un porcentaje alto de penalización.

Las Figura 5-5 muestra los resultados de la métrica F1 de DeepBoSE comparado con

clasificadores de referencia como SVM (a) y regresión loǵıstica (b). Las representaciones

exploradas fueron bolsas de palabras, pesado con tf-idf, bigramas y trigramas. En este caso,

se calculó la métrica F1 por cada porción de evidencia, es decir, por cada chunk. Ahora pues,

en (a) se puede observar que DeepBoSE esta presente desde el chunk número 4; a partir de

ese porcentaje de evidencia aumenta su puntaje F1 y el clasificador SVM trabaja mejor con

una representación de bolsa de palabras; además tf-idf presenta un porcentaje de evidencia

entre el 70% y 80%. En (b), el modelo de regresión loǵıstica obtiene mejores resultados que

el SVM. En el chunk número 4 alcanza el mismo puntaje que DeepBoSE con un F1 de 0.5.

Sin embargo, su desempeño mejora al procesar comentarios hasta el noveno chunk. Sobre

este, el objetivo es conseguir el F1 más alto posible con la menor cantidad de evidencia.

La Tabla 5.2 muestra los cinco mejores resultados en la métrica ERDE5 con el conjunto de

pruebas, donde el primer, segundo y tercer lugar fue para el equipo de alemania FHDO.

El modelo Early DeepBoSE parametrizado con un umbral de 0.45 procesó hasta el 20% de
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Figura 5-5: Puntajes F1 chunk por chunk de Early DeepBoSE y evaluación de metodoloǵıas

de referencia con clasificador SVM (a) y regresión loǵıstica (b).

eRisk2017 - Tarea: Detección temprana de depresión
Top 5 Métrica riesgo temprano: ERDE5

Posición - Equipo Umbral> Chunk ERDE5 ERDE50 F1 P R
1er - FHDO - - 12.70% 10.39% 0.55 0.69 0.46
2do - FHDO - - 12.82% 9.69% 0.64 0.61 0.67
3ro - FHDO - - 13.04% 10.53% 0.57 0.63 0.52

4to - UArizona - - 13.07% 11.63% 0.30 0.33 0.27
5to - UQAMD - - 13.23% 11.98% 0.38 0.64 0.27

Early DeepBoSE 0.45 2 13.14% 9.93% 0.48 0.41 0.60

Tabla 5-2: Resultados detección temprana de depresión eRisk2017 ERDE5.

la evidencia, lo que le permite ubicarse en los primeros cinco mejores resultados, alcanzando

un ERDE5 de 13.14% junto a un F1-score del 0.48, comparado con los obtenidos por el

cuarto lugar, el equipo UArizona.

Por otro lado, respecto a la métrica ERDE50, la Tabla 5.2 presenta los cinco mejores resul-

tados. Vale la pena recordar que, entre menor sea el porcentaje obtenido en ERDE, mejor

será su valoración, ya que indica que tuvo una menor penalización por demora de detección

de casos positivos de depresión. Ahora bien, el primer lugar es para el quipo UNSL de

Argentina, con un 9.68% de resultado.

En otra instancia, los diagramas de caja expuestos en la Figura 5-6 evidencian un panorama

mucho más general comparados con los demás equipos que participaron en esa edición de la

competencia. En la Figura del lado izquierdo (a), sobre la medida de precision, se encuentra

por encima de la mediana y en cuanto a recall, el modelo se posiciona muy por debajo

eRisk2017 - Tarea: Detección temprana de depresión
Top 5 Métrica riesgo temprano: ERDE50

Posición - Equipo Umbral> Chunk ERDE5 ERDE50 F1 P R
1er - UNSLA - - 13.66% 9.68% 0.59 0.48 0.79
2do - FHDOA - - 12.82% 9.69% 0.64 0.61 0.67

3ro - UArizonaD - - 14.73% 10.23% 0.45 0.32 0.79
4to - FHDOB - - 12.70% 10.39% 0.55 0.69 0.46
5to - FHDOD - - 13.04% 10.53% 0.57 0.63 0.52

Early DeepBoSE 0.6 2 13.14% 9.93% 0.48 0.41 0.60

Tabla 5-3: Resultados detección temprana de depresión eRisk2017 ERDE50.
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(a) (b)

Figura 5-6: eRisk2017 - En (a) los resultados globales de las métricas P,R,F1. Los puntos

verdes de la gráfica corresponden a la puntuación alcanzada por Early Deep-

BoSE y en (b) los resultados globales de la métrica ERDE ; entre más bajo

menor penalización. Los puntos verdes son los resultados alcanzados por Early

DeepBoSE.

eRisk2018 - Tarea: Detección temprana de depresión
Top 5 Métrica riesgo temprano: ERDE5

Posición - Equipo Umbral> Chunk ERDE5 ERDE50 F1 P R
1er - UNSLA - - 8.78% 7.39% 0.38 0.48 0.32
2do - UNSLC - - 8.82% 9.65% 0.43 0.38 0.49
3ro - UNSLB - - 8.94% 7.24% 0.40 0.35 0.46

4to - FHDO-BCSGA - - 9.21% 6.68% 0.61 0.56 0.67
5to - FHDO-BCSGD - - 9.46% 7.08% 0.54 0.64 0.47

Early DeepBoSE 0.6 2 9.66% 7.78% 0.41 0.44 0.43

Tabla 5-4: Resultados detección temprana de depresión eRisk2018 ERDE5.

de la mediana, comparado con el resto de los equipos. Finalmente, el resultado para la

medida F1 es muy destacable al ser comparado con la mediana de los demás. Por otro

lado, la gráfica del lado derecho (b) muestra que el modelo Early DeepBoSE se comporta de

manera sobresaliente en la métrica ERDE5 y mucho mejor en ERDE50, donde se estable

un resultado at́ıpico de acuerdo con el diagrama de caja.

eRisk2018

Con el conjunto de datos de eRisk2018 en la métrica ERDE5 se encontró un umbral óptimo

de 0.6 junto a una evidencia de dos chunks o 20% de los comentarios. Con estos parámetros,

se ajustó el modelo y, en fase de pruebas, se obtuvo un 9.66%. Este resultado se encuentra

eRisk2018 - Tarea: Detección temprana de depresión
Top 5 Métrica riesgo temprano: ERDE50

Posición - Equipo Umbral> Chunk ERDE5 ERDE50 F1 P R
1er - FHDO-BCSGB - - 9.50% 6.44% 0.64 0.64 0.65
2do - FHDO-BCSGE - - 9.52% 6.49% 0.53 0.42 0.72
3ro - fhdo-BCSGA - - 9.21% 6.68% 0.61 0.56 0.67

4to - UNSLC - - 8.82% 6.95% 0.43 0.38 0.49
5to - FHDO-BCSGC - - 9.58% 6.96% 0.51 0.42 0.66

Early DeepBoSE 0.85 5 9.9% 7.14% 0.48 0.54 0.51

Tabla 5-5: Resultados detección temprana de depresión eRisk2018 ERDE50.
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Figura 5-7: eRisk2018 - En (a) los resultados globales de las métricas P,R,F1. Los puntos

verdes de la gráfica corresponden a la puntuación alcanzada por Early Deep-

BoSE y en (b) los resultados globales de la métrica ERDE, entre más bajo

menor penalización. Los puntos verdes son los resultados alcanzados por Early

DeepBoSE.

un poco por encima (menor porcentaje es mejor) de los cinco mejores resultados en esta

métrica y F1; en cuanto a precision y recall los resultados obtenidos son sobresalientes. Esta

información puede ser observada en la Tabla 5.2. Cabe decir que, el mejor puntaje lo obtuvo

el equipo argentino con colaboración de México, el UNSL.

Por su parte, en la experimentación, Early DeepBoSE con un umbral de 0.85 y una evidencia

de cinco chunks en la métrica de ERDE50, está cerca del top cinco de mejores resultados

con un resultado de 7.14%, tal como aparece en la Tabla 5.2.

En los diagramas de caja de la Figura 5-7 se compara Early DeepBoSE contra todos los

env́ıos o contribuciones de los demás equipos para esta tarea. En el diagrama de la izquierda

(a) precision se encuentra con 0.54 y F1 con 0.48, de manera que el modelo permanece por

encima de la mediana de los demás equipos; aunque con un recall de 0.51 su desempeño

está un poco por debajo de la mediana. Finalmente, en el diagrama de la derecha (b) los

resultados tanto en ERDE5 como ERDE50 son destacables, al estar por fuera del tercer

cuartil, superando al 75% de los equipos competidores.

Detección temprana de señales de anorexia

eRisk2018

El entrenamiento del modelo se hizo con toda la evidencia obtenida de cada uno de los usuar-

ios, aunque no de forma incremental, sino como fueron proporcionados los datos, separados

en chunks.

De manera que, en fase de experimentación, para la métrica ERDE5 el mejor umbral en-

contrado en validación fue 0.35 con una evidencia de hasta 2 chunks. Con estos parámetros,

se alcanza un ERDE5 del 12.43% cercano al quinto lugar de la Tabla 5.2. En cuanto a la
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eRisk2018 - Tarea: Detección temprana de anorexia
Top 5 Métrica riesgo temprano: ERDE5

Posición - Equipo Umbral> Chunk ERDE5 ERDE50 F1 P R
1er - UNSLB - - 11.40% 7.82% 0.61 0.75 0.51
2do - UNSLC - - 11.61% 7.82% 0.61 0.75 0.51

3ro - FHDO-BCSGB - - 11.75% 6.84% 0.81 0.84 0.78
4to - FHDO-BCSGE - - 11.98% 6.61% 0.85 0.87 0.83
5to - FHDO-BCSGD - - 12.15% 5.96% 0.81 0.75 0.88

Early DeepBoSE 0.35 2 12.43% 7.92% 0.58 0.49 0.71

Tabla 5-6: Resultados detección temprana de anorexia eRisk2018 ERDE5.

eRisk2018 - Tarea: Detección temprana de anorexia
Top 5 Métrica riesgo temprano: ERDE50

Posición - Equipo Umbral> Chunk ERDE5 ERDE50 F1 P R
1er - FHDO-BCSGD - - 12.15% 5.96% 0.81 0.75 0.88
2do - FHDO-BCSGE - - 11.98% 6.61% 0.85 0.87 0.83
3ro - FHDO-BCSGB - - 11.75% 6.84% 0.81 0.84 0.78

4to - PEIMEXB - - 12.41% 7.79% 0.64 0.57 0.73
5to - UNSLC - - 11.61% 7.82% 0.61 0.75 0.51

Early DeepBoSE 0.40 6 12.27% 6.82% 0.70 0.58 0.88

Tabla 5-7: Resultados detección temprana de anorexia eRisk2018 ERDE50.

métrica ERDE50, los mejores parámetros fueron del 0.40 en umbral y hasta 6 chunks en

evidencia. A partir de estos, en fase de pruebas, se alcanzó un ERDE50 de 6.82% junto a un

recall destacable de 0.88, alcanzando en puntaje al primer equipo de acuerdo con la Tabla

5.2. Cabe señalar que, los tres primeros resultados corresponden al equipo alemán FHDO.

eRisk2019

En la Tabla 5.2 se muestran los resultados de algunos modelos de ĺınea base en esta tarea de

clasificación temprana. Los resultados sobresalientes son para las representaciones en BoW

y tf-idf con el clasificador SVM lineal. Además de ser sus F1 competitivos, su ERDE5 y

ERDE50 es sobresaliente, se obtuvo una baja penalización debido a que se procesó publi-

cación por publicación dejando de lado el esquema de chunks. En cuanto al LWF1, este

se vió afectado principalmente por un aumento en su latencia, ocasionando que su Speed

disminuyera. Sin embargo, la representación en trigramas y bigramas no funciona tan bien

Resultados en clasificación temprana

Ĺınea base Anorexia 2019
P R F1 ERDE5 ERDE50 LTP Speed LWF1

BoW + SVM 0.63 0.72 0.67 8.61% 4.1% 19 0.92 0.62
Tf-idf + SVM 0.91 0.56 0.69 8.23% 4.82% 17 0.93 0.65

trigramas + SVM 0.93 0.39 0.55 8.82% 6.94% 45 0.83 0.46
bigramas+ SVM 0.93 0.41 0.57 8.82% 6.82% 34 0.87 0.49

Word2vec + LSTM 0.13 0.95 0.23 8.4% 5.1% 3 0.99 0.23
GloVe + LSTM 0.24 0.91 0.39 7.1% 3.0% 5 0.98 0.38

Tabla 5-8: Resultados de clasificación temprana con representación de Bag of words, tf-

idf, trigramas y bigramas con algoritmo SVM lineal y redes neuronales, usando

LSTM con embeddings de word2vec y GloVe para el conjunto de datos eRisk2019

- Anorexia.
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eRisk2019 Tarea 1
Mejores 5 resultados en la métrica LWF1 obtenidos en la competenecia

Equipo/Modelo Umbral> Evid. P R F1 ERDE5 ERDE50 LatencyTP Speed L-W F1
CLaC - - 0.64 0.79 0.71 6.25% 3.43% 7 0.98 0.69

INAOE-CIMAT - - 0.67 0.68 0.68 9.17% 4.75% 20 0.93 0.63
Lirmm - - 0.74 0.63 0.68 9.13% 5.14% 21 0.92 0.63
UDE - - 0.51 0.74 0.61 8.48% 3.87% 11 0.96 0.58

LTL-INAOE - - 0.47 0.75 0.58 7.74% 4.20% 11 0.96 0.55
Early DeepBoSE 0.55 260 0.35 0.90 0.51 6.49% 2.54% 5.5 0.98 0.50
Early DeepBoSE 0.95 260 0.74 0.71 0.72 7.65% 3.71% 12 0.95 0.69

Early DeepBoSE + CI 0.5 170 0.31 0.90 0.46 6.59% 2.52% 5.0 0.98 0.46
Early DeepBoSE + TH 0.1 30 0.09 0.95 0.17 7.87% 7.14% 2.0 0.99 0.17

Logistic Reg + TH 0.9 20 0.55 0.75 0.63 6.79% 2.58% 7.0 0.97 0.62

Tabla 5-9: Resultados en detección temprana de señales de anorexia en eRisk2019.

eRisk2019 Tarea 2
Mejores resultados en métrica L-W F1

Team Umbral> Evid. P R F1 ERDE5 ERDE50 LatencyTP Speed L-W F1
UNSL - - 0.71 0.41 0.52 9.01% 7.31% 2.0 1.0 0.52
BiTeM - - 0.52 0.41 46 9.73% 7.63% 3.0 0.99 0.46

BioInfo@UAVR - - 0.55 0.39 0.46 10.79% 8.11% 6.0 0.98 0.45
Lirmm - - 0.57 0.29 0.39 12.22% 10.02% 28.5 0.89 0.35
UDE - - 0.45 0.22 0.30 11.27% 9.80% 7.0 0.98 0.29

Early DeepBoSE 0.65 50 0.36 0.53 0.43 11.84% 6.49% 14.0 0.94 0.40

Tabla 5-10: Resultados en detección temprana de señales de autolesión.

y los modelos de redes neuronales tienen un desempeño pobre en esta tarea de detección

temprana, al necesitar de más evidencia para mejorar su rendimiento.

En la Tabla 5.2 se presentan los resultados del modelo Early DeepBoSE para la detección

temprana de señales de anorexia junto a los cinco mejores resultados de los equipos que

participaron el año 2019 en esta tarea de eRisk2019. Aqúı se muestran los resultados de la

experimentación, una vez se establecieron en el algoritmo de clasificación temprana la mejor

combinación de umbrales de evidencia máxima y los umbrlaes de clasificación que fueron

analizados en la sección 3.

Detección temprana de señales de autolesión

Los resultados alcanzados se evidencian en la Tabla 5.2, que muestra los 5 mejores equipos

ordenados de mayor a menor en la métrica LWF1. En esta ocasión, la mayoŕıa de los mejores

resultados fueron obtenidos por el equipo argentino UNSL dirigido por Sergio Burdiso [90].

Este equipo logró un LWF1 de 0.52, destacando en Precision, F1, ERDE5, ERDE50 y

Speed, donde sus resultados fueron los mejores. Por parte de Early DeepBoSE se destaca con

un recall de 0.53 y un ERDE50 de 6.49%. Finalmente, el LWF1 alcanzado, correspondiente

a 0.40, estaŕıa en el tercer mejor resultado.
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5.3 Discusión

Depresión:

En eRisk2017, el resultado obtenido por el modelo Early DeepBoSE alcanzó un tercer mejor

lugar, con un resultado de 9.93%. Los parámetros seleccionados fueron de 0.45 para el

umbral de clasificación y hasta 2 chunks de evidencia.

Por su parte, los resultados obtenidos en precision son muy buenos y, aunque el resultado en

recall esté muy poco por debajo de la mediana, el F1 es bueno comparados con los demás

equipos. Ahora bien, tanto en la métrica ERDE5 como en la ERDE50, la evidencia necesaria

máxima estuvo en el 20% del total de los comentarios. Por tanto, estos resultados son muy

buenos, teniendo en cuenta que el equilibrio que debe existir junto a la métrica F1 debe ser

balanceado. Es lo que pasó con algunas estrategias evaluadas, donde ERDE era realmente

bueno, pero la calidad en la detección era muy mala, al alcanzar F1 por debajo del 0.20.

De manera general, para la detección temprana de depresión, el modelo Early DeepBoSE

se calibra mucho mejor con un umbral fijo entre 0.45 y 0.85 junto a una evidencia del

20%, tomando como referencia los resultados obtenidos en ambos conjuntos de datos en

este trastorno mental.

Anorexia:

Tanto en eRisk2018 como en eRisk2019 se obtuvo un desempeño sobesaliente en recall. Esto

es importante en un sistema de detección de riesgo latente, donde se busca no dejar pasar

por alto aquellos usuarios que realmente necesitan un tipo de ayuda y acompañamiento.

En la detección temprana de esta enfermedad mental, el umbral seleccionado fue 0.4, muy

similiar al ajustado en depresión. Al igual que el porcentaje de evidencia, está entre el 20%

y el 60% para la métrica ERDE.

Para eRisk2019, de acuerdo con los análisis de clasificación temprana que se hicieron en la

sección 3, con un ajuste de umbral en 0.1 y una evidencia máxima de 30 comentarios (Early

DeepBoSE + TH), se tuvo un descenso en la latencia al llegar a los 2 puntos aunque se tuvo

un desempeño regular en LWF1.

Ante esto, la propuesta realizada en esta tesis contempla el análisis de los intervalos de

confianza (Early DeepBoSE + CI) y se destaca por alcanzar el valor mı́nimo de ERDE50 de

2.52%, superando en esta métrica a los demás equipos competidores. En esta estrategia la

evidencia máxima vista fue de 170 comentarios.

Sobre aquellos usuarios, cuyo conjunto de publicaciones estimaba un nivel de riesgo igual

o superior a 0.95, se realizó una clasificación en sus textos para determinar el riesgo de

padecer un trastorno de anorexia. Sobre esto, no fue necesario leer toda su evidencia, ya

que de acuerdo con el valor establecido para maxPub en 260 publicaciones, Early DeepBoSE

destaca un puntaje F1 de 0.72 para la clase positiva, el mejor alcanzado en comparación

con los demás equipos participantes.
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En cuanto a la métrica más importante, de acuerdo con los organizadores de la competencia,

en latency-weighted F1 se obtuvo el mejor puntaje de 0.69 obtenido en el año 2019, al igual

que el equipo canadiense CLaC.

Finalmente, en las métricas ERDE5 y ERDE50 los resultados fueron 7.65% y 3.71% respec-

tivamente, señalando puntajes competitivos al ser comparados con los demás equipos.

Autolesión:

Para la detección temprana de autolesión el mejor umbral seleccionado fue del 0.65 junto a

una evidencia máxima de 50 comentarios o publicaciones. En la métrica precision fue la más

baja comparado con los primeros cinco resultados, sin embargo, se obtuvo el recall más alto,

con un 0.53. Esto favorece al modelo propuesto Early DeepBoSE, debido a la disminución

en los casos de falsos negativos, permitiendo atender a la mayor cantidad de usuarios en

riesgo de señales tempranas de autolesión.

Por su lado, el F1 alcanzado no es malo comparado con los demás resultados. Sin embargo se

espera que sea mucho mejor, ya que el conjunto de datos usados para las pruebas corresponde

a las publicaciones de los usuarios ANTES de haber entrado a la comunidad de autolesión.

Pues no hab́ıan comenzado a hacer evidentes sus sintomas en los escritos publicados y el

detectarlos de manera temprana significaba un mayor desaf́ıo.

El panorama general para la detección temprana de las enfermedades psicológicas investi-

gadas puede encontrarse en aquellos patrones que caracterizan a una persona en riesgo, con

una media de 20% de los comentarios si se está trabajando con chunks de datos y un número

aproximado entre 50 y 260 comentarios siempre que se procesa publicación por publicación,

contemplando umbrales ĺımites de punto de corte como el caso de 0.1 y 0.95.
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6.1 Conclusiones

El presente trabajo de investigación permitió realizar una propuesta efectiva de un modelo

de aprendizaje automático, cuyo propósito es la identificación de patrones que den lugar

al reconocimiento temprano de los desórdenes psicológicos, una problemática sumamente

relevante en la sociedad contemporánea.

Asimismo, la ejecución de este proyecto logró establecer una estrategia que permitió procesar

los escritos de los usuarios como flujos de texto, para transformarlos en un espacio vectorial

apropiado en la búsqueda de patrones que permitieron identificar, tanto los rasgos señalados

en la terminoloǵıa empleada, como la forma de escritura de aquellos usuarios diagnosticados

con algún trastorno mental; respondiendo de esta forma a la primera pregunta de investi-

gación.

Respecto a la segunda pregunta orientadora en este ejercicio, cuyo propósito era concerniente

a las estrategias que deben ser aplicadas en la decisión de clasificar usuarios en riesgo de

padecer un trastorno mental, es fundamental exponer como su resolución se obtuvo a partir

del análisis exploratorio de la clasificación temprana, desarrollado en el caṕıtulo 3 y luego en

la tercer fase del modelo propuesto. De manera que la labor anaĺıtica de este modelo per-

mitió establecer una serie de reglas y parámetros, como la cantidad de escritos y el umbral

del modelo, que resultaŕıan ser el principal insumo para que el modelo esté en la capacidad

de tomar una decisión temprana de riesgo latente.

Por otro lado, y respondiendo al tercer objetivo espećıfico planteado, se realizó una revisión

sistemática de literatura de las métricas creadas y aplicadas en la detección temprana de

riesgo. Obteniendo de ello los scripts o algoritmos de evaluación para la métrica ERDE, usada

en eRisk2017 y eRisk2018. Además, se logró analizar, interpretar e implementar las métricas

Latency Weigthed-F1, Speed y Latency True Positive. A partir de ello, y en proporción con

los resultados obtenidos en la evaluación del modelo Early DeepBoSE, se pudo evidenciar

que śı pueden tomarse decisiones oportunas teniendo en cuenta la evidencia, la velocidad y

la penalización por demora, al explorar los mejores parámetros que el modelo puede utilizar

para detectar en las primeras fases los casos de depresión, anorexia o autolesión. Sin olvidar

que esto se logró a través de los comentarios organizados en orden cronológico de los usuarios

de las redes sociales.

De esta manera, se concluye que es posible desarrollar un modelo de aprendizaje automático



6.2 Trabajo futuro 75

capaz de representar los flujos de texto generados a partir de la interacción de los usuarios

en las redes sociales.

También es posible indicar que Early DeepBoSE demostró ser un modelo óptimo de apren-

dizaje automático con un desempeño competitivo respecto a los métodos planteados en el

estado del arte. Sin olvidar que se extendió su experimentación con el fin de ser entrenado

para clasificar hasta tres diferentes trastornos mentales.

Por último, se debe enunciar que la presente investigación ofrece una herramienta de apren-

dizaje automático que emplea muchas de las técnicas de NLP, capaz de ofrecer a las insti-

tuciones u organizaciones de salud competentes una ayuda sistemática en el rastreo de la

actividad de los usuarios en las redes sociales; destacando de la herramienta acá expuesta, la

capacidad de generar alertas tempranas ante evidencia de padecimientos asociados a algún

tipo de trastorno mental. Aspecto que potencia una intervención anticipada y oportuna,

además de dar cabida al desarrollo de alternativas en el tratamiento temprano de trastornos

psicológicos.

6.2 Trabajo futuro

Queda en evidencia que se presentó un modelo de gran alcance, el Early DeepBoSE, que in-

tegra información de fuentes léxicas de emociones, mantiene la interpretabilidad y aprovecha

las redes neuronales profundas. A su vez, se demostró que se han alcanzado resultados com-

petitivos en este tipo de tareas. Y es sobre este hecho que se plantea como trabajo futuro el

incorporar otras fuentes de emociones más robustas, como el diccionario LIWC [34], en el que

se establece cómo las palabras que se utilizan en el lenguaje cotidiano revelan pensamien-

tos, sentimientos, personalidades y motivaciones [8]. De igual manera, existen diccionarios

internos que pueden ser exportados para abordar la fase de representación del aprendizaje

no supervisado.

Por otro lado, resulta ser un reto para el modelo desarrollado, utilizar conjuntos de datos

relacionados con otros tipos de riesgos que puedan llegar a ser detectados de manera tem-

prana, tales como: la ansiedad, la ira, la esquizofrenia, los trastornos obsesivos compulsivos,

entre otros. De manera que estos pueden ser analizados a través del análisis de textos de

redes sociales, como es el caso de los cuestionarios aplicados en la competencia del año 2020

en eRisk2020 1.

También, se establece como trabajo a futuro el cambiar el modelo de embeddings de FastText

por GloVe, pre-entrenado con datos de redes sociales, cuyo objetivo ha de ser el establecer

una mejora en la representación contextual.

Finalmente, se propone explotar las capacidades de aprendizaje de representación profunda

en los métodos de agrupamiento profundo, además de considerar la incorporación de técnicas

1https://early.irlab.org/2020/index.html
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novedosas de embedding como transformadores (transformers), que han demostrado superar

a otros embeddings de texto en tareas similares.



Bibliography

[1] Rafael A. Calvo, David N. Milene, M. Sazzad Hussain, and Helen Christensen. Natural

language processing in mental health applications using non-clinical texts. Natural

Language Engineering, 23(5):649–685, 2017.

[2] Ashok Malla, Ridha Joober, and Amparo Garcia. “Mental illness is like any other

medical illness”: A critical examination of the statement and its impact on patient care

and society, may 2015.

[3] Yoshihiko Suhara, Yinzhan Xu, and Alex ’Sandy’ Pentland. Deepmood: Forecasting

depressed mood based on self-reported histories via recurrent neural networks. In Pro-

ceedings of the 26th International Conference on World Wide Web, WWW ’17, page

715–724, Republic and Canton of Geneva, CHE, 2017. International World Wide Web

Conferences Steering Committee.

[4] Nicholas B Allen, Sarah E Hetrick, Julian G Simmons, and Ian B Hickie. Early in-

tervention for depressive disorders in young people: the opportunity and the (lack of)

evidence, 2007. This paper helps to justify the early detection problem.

[5] Juan S. Lara, Mario Ezra Aragón, Fabio A. González, and Manuel Montes-y Gómez.
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