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T́ıtulo en español

Evaluación de la habilidad predictiva de la regresión de soporte vectorial en series de
tiempo multivariadas

Title in English

Evaluation of the predictive ability of support vector regression in multivariate time series

Resumen: El estudio sobre la aplicación de la regresión de soporte vectorial (SVR) en
series de tiempo multivariadas ha sido escaso, a pesar de las ventajas que ofrece este
algoritmo en el análisis de series de tiempo univariadas, ya que facilita un modelado y
pronóstico preciso, especialmente en situaciones donde las series son no lineales o no cum-
plen con los supuestos de los modelos tradicionales. Debido a estas ventajas, se presenta
el interés por investigar si, en un contexto multivariado, el rendimiento de este algoritmo
es más preciso para la predicción en comparación con un modelo clásico. Para ello, se ha
desarrollado una rutina que permite implementar la regresión de soporte vectorial mul-
tivariada (MSVR), basada en el art́ıculo ”Multi-step-ahead time series prediction using
multiple-output support vector regression” (Bao, 2014), con el fin de evaluar la eficacia
de la predicción en series multivariadas. Este algoritmo se ha adaptado considerando la
estructura de autocorrelación presente en las series de tiempo multivariadas. Además, se
ha puesto un énfasis especial en la selección del núcleo y los hiperparámetros óptimos,
utilizando técnicas de búsqueda aleatoria que exploran eficientemente el espacio de po-
sibles combinaciones de hiperparámetros para lograr predicciones precisas y generalizables.

Abstract: The investigation of support vector regression (SVR) application in mul-
tivariate time series has been limited, even though this algorithm provides significant
advantages when applied to univariate time series. It enables accurate modeling and
forecasting, especially in scenarios where the time series are nonlinear or fail to satisfy
the assumptions of traditional models. Given these advantages, there is a growing
interest in exploring whether the performance of this algorithm in a multivariate setting
yields more accurate predictions than a classical model. To address this, a routine has
been developed to implement multivariate support vector regression (MSVR) based
on the article ”Multi-step-ahead time series prediction using multiple-output support
vector regression”(Bao, 2014) to assess prediction efficiency in multivariate series. This
algorithm has been modified to take into account the autocorrelation structure inherent
in multivariate time series. Furthermore, careful consideration has been given to selecting
the kernel and optimal hyperparameters, employing random search techniques that
effectively navigate the space of potential hyperparameter combinations, which enables
us to achieve accurate and generalizable predictions.

Palabras clave: Regresión de soporte vectorial, series de tiempo multivariadas, predic-
ción.

Keywords: Support vector regression,SVR, MSVR, multivariate time series, prediction.
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2.1. Adaptación de máquinas de soporte vectorial multivariadas en series de
tiempo multivariadas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15

2.1.1. Modificación a la función data set . . . . . . . . . . . . . . . . . . . . . . . . . 16

2.1.2. Modificación a la función MSVR para ampliar la escogencia de los
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Introducción

Las máquinas de soporte vectorial (SVM, por sus siglas en inglés) son un algoritmo
de aprendizaje supervisado que fue desarrollado en los años 90 por Vladimir Vapnik.
Este algoritmo es una extensión del vector de soporte clasificador, que a su vez es
una extensión del clasificador de margen máximo. Estos clasificadores han surgido por
las mejoras que se han realizado en su clasificador anterior, debido a las problemáti-
cas presentadas en su uso (como la no linealidad) y que permiten que las SVM sean
utilizadas no solamente en problemas de clasificación, sino también en análisis de regresión.

El desarrollo del método comenzó con la clasificación binaria utilizando hiperplanos
de separación lineales, junto con el concepto de vectores de soporte. Estos vectores,
que representan una porción clave de los datos, tienen la capacidad de influir significati-
vamente en los márgenes del hiperplano de separación debido a la información cŕıtica que
aportan. Es precisamente esta función de soporte lo que les da su nombre. Las máquinas
de soporte vectorial pertenecen a la categoŕıa de los clasificadores lineales, ya que se
hace uso de los hiperplanos de separación, “ya sea en el espacio original de los valores de
entrada, si estos son separables, on un espacio transformado (espacio de caracteŕısticas)
si los valores de entrada no son linealmente separables en el espacio original”.(Suárez, 2014)

Además de los vectores de soporte, el espacio de caracteŕısticas es una cualidad
importante de las SVM ya que son útiles cuando los problemas de clasificación o regresión
no son linealmente separables y es necesario mapear los vectores de entrada X en un
espacio de caracteŕısticas de alta dimensión Z a través de un mapeo no lineal, elegido a
priori (Vapnik, 2000). A lo anterior se le conoce como el “truco del Kernel”, el cual es una
función que devuelve el resultado del producto punto entre dos vectores realizado en un
nuevo espacio dimensional, distinto al espacio original en el que se encuentran los vecto-
res y donde los usuarios no necesariamente conocen a que dimensión se mapea el problema.

Debido a que el problema de optimización de las SVM implica que la solución óptima
sea global y única, y a su “capacidad de generalización , la cual es función directa de su
estructura y de la metodoloǵıa utilizada para la estimación de sus parámetros”(Velásquez
et al., 2010); su uso tanto en la clasificación, como en el ánalisis de regresión y pun-
tualmente en la modelización y predicción de series de tiempo es de gran interés,
especialmente en series de tiempo multivariadas en donde no se ha tenido un desarrollo
teórico importante. Es por esta razón que nos centraremos en la aplicación de las SVR
(Support Vector Regression) las cuales son consistentes incluso cuando las observaciones
tienen estructura de correlación, ya que sólo se necesita “que el proceso de generación de

VII



INTRODUCCIÓN VIII

datos satisfaga una determinada ley de los grandes números”(Steinwart et al., 2009).

El propósito de este trabajo es identificar y proponer, basándose en resultados
emṕıricos y simulaciones detalladas, las condiciones espećıficas bajo las cuales los Support
Vector Regression (SVR), en su forma multivariada, pueden superar en términos de
capacidad predictiva a los modelos tradicionales de series de tiempo vectoriales. Estos
modelos incluyen enfoques ampliamente utilizados como el Vector Error Correction
(VEC), el Vector Autoregressive (VAR) y el Multivariate Self-Exciting Threshold
Autoregressive (MSETAR). Este análisis busca ofrecer una gúıa sobre cuándo y cómo los
SVR multivariados pueden ser una herramienta más efectiva en la modelización de series
temporales complejas.



Objetivos

Objetivo General

Aplicar la teoŕıa de MSVR al pronóstico de series de tiempo multivariadas y comparar
sus resultados con los métodos clásicos de series de tiempo.

Objetivos Espećıficos

• Plantear una adaptación de la metodoloǵıa de MSVR disponible en la literatura
con el objetivo de modelar y pronosticar a diferentes horizontes, series de tiempo
multivariadas e implementar las rutinas asociadas en un lenguaje de programación.

• Construir un escenario experimental de simulación que permita simular series de
tiempo multivariadas de diferente naturaleza (variando el tamaño de muestra, la
dimensionalidad de la serie, la presencia o no de integración y cointegración, la
variabilidad de la serie, entre otros), con el fin de establecer las posibles ventajas y
desventajas de MSVR en relación con modelos estad́ısticos clásicos; haciendo uso de
las métricas de habilidad predictiva y de pruebas estad́ısticas usuales.

• Establecer un conjunto de recomendaciones derivadas de las simulaciones orientadas
a brindar una gúıa a los usuarios de este tipo de modelos en relación con los aspectos
a tener en cuenta para su correcta implementación.

IX



CAPÍTULO 1

Marco Teórico

1.1. Historia de las máquinas de soporte vectorial

Las máquinas de soporte vectorial como se trabajan actualmente iniciaron con la
invención del perceptrón por Frank Rosenblatt, hallazgo publicado en su libro “Principles
of Neurodynamics: Perceptrons and the Theory of Brain Mechanism” en 1962. En este
libro se explora la relación entre la teoŕıa del aprendizaje y el mecanismo del cerebro
humano. Rosenblatt sugiere que se puede estudiar el funcionamiento de nuestro cerebro
por medio del aprendizaje de máquina y para esto introduce el concepto de perceptrón,
que es “una unidad básica de procesamiento en una red neuronal artificial”(Rosenblatt
et al., 1962), la cual transforma información de entrada por medio de una función de
activación y entrega una salida. Para que el perceptrón pueda aprender, Rosenblatt
presenta algunos algoritmos de aprendizaje (Perceptron Learning Rule o Error Correction
Algorithm), los cuales permiten ajustar pesos sinápticos en función de los datos de
entrada y salida deseadas. Su principal aplicación fue dada en la clasificación binaria,
“ya que el perceptrón consiste en neuronas conectadas, donde cada neurona implementa
un hiperplano separador, de modo que el perceptrón en su totalidad implementa una
superficie separadora lineal por partes.(Cortes & Vapnik, 1995)

Basados en los principios establecidos por el perceptrón, el cual permite encontrar
un hiperplano que separe linealmente las clases en el espacio de caracteŕısticas. En los
años 60 Vapnik junto a sus colegas, desarrollaron el clasificador maximal marginal que
tiene como función no sólo la separación de las clases si no que busca el mejor hiperplano
que maximice el margen entre estas. Para esto, se considera el hiperplano que tiene
la distancia mı́nima más lejana a las observaciones de entrenamiento (Vapnik, 2000),
el cual se denomina el hiperplano de margen máximo y que no depende de todas las
observaciones, sino solamente de aquellas que aporten información relevante para la
construcción de este. Estas observaciones de entrenamiento elegidas se conocen como
vectores de soporte, ya que son vectores en el espacio p-dimensional que afectan la
construcción y la dirección del hiperplano, en el sentido que si estos vectores se movieran,
implicaŕıan un cambio tanto en la ubicación como en el tamaño del margen del hiperplano.

1
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La desventaja del clasificador de margen máximo es que es demasiado sensible
al cambio de vectores de soporte y si se tiene algún valor at́ıpico va a afectarse el
hiperplano de separación, además de que es necesario que las clases que deseamos separar
estén claramente delimitadas por un hiperplano. Es por esta razón que se desarrolla
el clasificador de vectores de soporte que nos permite clasificar erróneamente algunas
observaciones de entrenamiento para clasificar mejor las observaciones restantes, haciendo
uso de una función de pérdida que nos permite penalizar las observaciones clasificadas
incorrectamente, con lo que se gana mayor robustez frente a las observaciones individuales
y mejor clasificación de la mayoŕıa de las observaciones de entrenamiento. Cabe recordar
que estamos tratando con problemas separables linealmente, pero cuando el espacio
de caracteŕısticas es no lineal, no es posible el uso de los clasificadores anteriormente
mencionados.

Teniendo en cuenta toda la teoŕıa desarrollada hasta los años 90s y el hecho de que
gran parte de la información con la que se trabaja en aprendizaje de máquina es no
lineal, en 1995 Corinna Cortes y Vladimir Vapnik publican su art́ıculo “ Support - Vector
Networks”, en donde presentan las máquinas de soporte vectorial y la capacidad que
tienen estas para realizar clasificaciones precisas en conjuntos de datos complejos, ya
que los “vectores de entrada se asignan de forma no lineal a un espacio de entidades de
dimensiones muy altas y en este espacio de caracteŕısticas se separan linealmente”(Cortes
& Vapnik, 1995). Lo anterior se denomina el truco del kernel que fue propuesto
anteriormente por Bernhard E. Boser, Isabelle M. Guyon, y Vladimir N. Vapnik en su
art́ıculo titulado “A Training Algorithm for Optimal Margin Classifiers” en 1992.

1.2. De la clasificación a la regresión

Esta idea de clasificación se puede llevar a la regresión, teniendo en cuenta que
el problema de regresión lineal en un espacio n-dimensional corresponde a encontrar
un hiperplano en el espacio (n+1)- dimensional para un conjunto dado. En términos
generales, para los vectores dados, nuestro objetivo es encontrar una ĺınea recta con una
pequeña desviación de los vectores de soporte, la cual se va a denominar epsilon (ϵ).
Lo anterior permite formalizar el support vector regression con una función de pérdida
epsilon-insensible (SV R−ϵ) (Vapnik, 2000), en donde el objetivo es encontrar una función
f(x) que tenga como máximo una desviación ϵ de los valores de x realmente obtenidos pa-
ra todos los datos de entrenamiento, y que al mismo tiempo sea lo menos compleja posible.

En otras palabras, los errores que sean menores o iguales que ϵ no se penalizan,
pero cualquier desviación mayor que ϵ śı se penalizará. La suposición fundamental es
que existe una función f que puede aproximar todos los pares (xi, yi) con un error
no mayor a ϵ. Este planteamiento supone que el problema de optimización convexo
es factible, es decir, que existe una solución que satisface tanto la minimización del
error como las restricciones del problema. Además, la minimización de la norma de los
coeficientes del modelo es un problema convexo, debido a la propiedad de la desigualdad
triangular. Esta propiedad establece que la distancia directa entre dos puntos es siem-
pre menor o igual a la suma de las distancias de esos puntos a un tercer punto. Esto
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asegura que la función de pérdida sea convexa, lo que facilita encontrar soluciones óptimas.

Es aśı, que tenemos el siguiente problema de minimización llamado la función de
pérdida insensible de epsilon la cual ignora los errores que están dentro de la distancia
ϵ del valor observado al tratarlos como iguales a cero. En otras palabras, si la diferencia
entre la predicción del modelo y el valor real es menor o igual a ϵ, no se penaliza el error.
La pérdida se mide como la distancia entre el valor observado y la estimación del modelo.

Lϵ(y, f(x)) =

{
0 si |y − f(x)| ≤ ϵ

|y − f(x)| − ϵ si |y − f(x)| > ϵ
(1.1)

donde:

• Lϵ(y, f(x)) es la función de pérdida insensible de ϵ.

• y es el valor real de la variable objetivo.

• f(x) es el valor predicho por el modelo SVR para la entrada x.

• ϵ es el parámetro de insensibilidad, que define un margen alrededor de y dentro del
cual no hay pérdida.

• |y − f(x)| es la diferencia absoluta entre el valor real y el valor predicho.

Para permitir ciertos errores en el uso de los vectores de soporte, es común introducir
variables de holgura ζi, ζ

∗
i , que nos permiten flexibilizar las restricciones y aśı tolerar

que algunas de las observaciones violen estas restricciones y se ubiquen fuera o sobre
el margen del hiperplano de separación, teniendo siempre en mente que debe ser una
cantidad lo más pequeña posible. Con este fin, introducimos una variable de holgura para
cada punto de datos i, la cual cumple una doble función: “primero, la variable de holgura
ζi dicta el grado en que se puede violar la restricción en el i-ésimo punto de datos; y en
segundo lugar, al agregar la variable de holgura a la función, nuestro objetivo es minimizar
simultáneamente el uso de estas”(Hertzmann et al., 2012). Además, se agrega la constante
C > 0 la cual determina la compensación entre la complejidad del modelo y la canti-
dad hasta la cual se toleran desviaciones mayores que ϵ, es decir el parámetro de penalidad.

Lo anterior permite al modelo ser menos sensible a pequeños errores, lo que es útil
cuando no se requiere una precisión perfecta y tener un margen de tolerancia que permita
al modelo ser más robusto frente a ruidos en los datos y reducir el sobreajuste. De este
modo, solo se penalizan las desviaciones que son realmente significativas, proporcionando
una mejor generalización en muchos casos. Este enfoque es especialmente valioso en series
de tiempo y datos ruidosos, donde puede haber fluctuaciones naturales que no debeŕıan
ser tomadas como errores significativos. Con lo anterior en mente y basados en la función
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de pérdida insesible de epsilon, se crea el modelo ϵ-SVR, el cual se define como:

mı́n
1

2
∥w∥2 + C

ℓ∑
i=1

(ξi + ξ∗i )

sujeto a:

yi − ⟨w, xi⟩ − b ≤ ϵ+ ξi

⟨w, xi⟩+ b− yi ≤ ϵ+ ξ∗i

ξi, ξ
∗
i ≥ 0.

(1.2)

donde:

• w: vector de pesos que define el hiperplano.

• b: término independiente.

• ϵ: parámetro de margen insensible.

• ξi, ξ
∗
i : variables de holgura para manejar errores que exceden el margen ϵ.

• C: parámetro que controla el equilibrio entre la maximización del margen y la pena-
lización de los errores, determinando cuánta importancia se le da a los errores que
exceden ϵ.

1.3. Problema Dual

Teniendo en cuenta que lo que se tiene es un problema de optimización, es posible
recurrir al problema dual, que surge siempre que el problema de optimización primal
(original) tenga una función objetivo y restricciones estrictamente convexas, las cuales
se tienen como mencionamos anteriormente. La idea clave detrás de la dualidad es
construir una función de Lagrange a partir de la función objetivo y las correspondientes
restricciones del problema primal, mediante la introducción de un conjunto de variables
duales, en donde α y ν son llamados los multiplicadores de Lagrange. El objetivo de este
enfoque es encontrar los puntos que maximizan o minimizan la función objetivo sujeta
a las restricciones, transformando el problema original con n variables y k restricciones
en uno con restricciones únicamente de desigualdad, pero con n + k variables. Este
procedimiento permite resolver el problema de manera más eficiente, reduciendo la
complejidad del problema de optimización primal.

El enfoque dual busca identificar los puntos en donde la función objetivo y las restric-
ciones son tangentes entre śı, es decir, donde las derivadas se igualan bajo las restricciones.
Cabe resaltar que las únicas restricciones que son necesarias para el uso de multiplicadores
de Lagrange es que estas sean positivas para no modificar las interacciones o relaciones
que existan dentro de las restricciones del problema primal. Todo lo anterior se encuentra
explicado a más detalle en el Teorema de la dualidad débil el cual establece que si “x
y α son vectores que cumplen las restricciones de los problemas primal y dual, respectiva-
mente, entonces se cumple la relación ϕ(α) ≤ f(x)”(Boyd, 2004), donde:
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• f(x) es la función objetivo primal, evaluada en un punto x factible, es decir, un
valor que satisface las restricciones del problema primal.

• φ(α) es la función objetivo dual, evaluada en un punto α factible, es decir, un
valor que satisface las restricciones del problema dual.

Aqúı se tiene entonces los siguientes resultados importantes: el primero, es que el
problema dual está acotado superiormente por el problema primal. “Cualquier solución
factible al problema primal (minimización) es al menos tan grande como cualquier
solución factible al problema dual (maximización). Por lo tanto, la solución del primal es
un ĺımite superior para la solución del dual, y la solución del dual es un ĺımite inferior
para la solución del primal”(Smola & Schölkopf, 2004).

El segundo resultado se refiere a las condiciones de Karush-Kuhn-Tucker (KKT), en
donde se establece “que si φ(α) = f(x), entonces α y x son soluciones, respectivamente,
del problema dual y primal”(Suárez, 2014). Las condiciones de KKT son las siguientes:

1. Teniendo en cuenta la función fi definida como el ı́nfimo de la función Lagrangiana, se
calculan las derivadas parciales y se igualan a cero. Lo que se consigue es reemplazar
las variables primales en función de los multiplicadores de Lagrange.

2. Condición complementaria
Esta garantiza que los óptimos del problema dual y primal coincidan

αigi(x
∗) = 0 para i = 1, . . . , n,

donde:

• x∗ representa el punto óptimo del problema primal.

• gi(x
∗) son las restricciones del problema primal evaluadas en x∗. Estas restric-

ciones pueden ser desigualdades del tipo gi(x) ≤ 0, lo que implica que el punto
óptimo debe cumplir estas condiciones.

• αi son los multiplicadores de Lagrange asociados a las restricciones gi(x) en el
problema dual.

En el contexto de las máquinas de soporte vectorial, en lugar de minimizar la
función objetivo respecto a los parámetros w y b, se busca maximizarla en función de los
multiplicadores de Lagrange α y ν. Estos multiplicadores están sujetos a las relaciones
obtenidas previamente para w y b. Para desarrollar la función lagrangeana, es necesario
derivar respecto a las variables primales w y b, aśı como a las variables de holgura. Esto
implica igualar las derivadas parciales a cero, lo que genera un sistema de ecuaciones que
relaciona w, b, y las variables duales α y ν. Este procedimiento resulta en tres expresiones
que se expresan en función de las variables duales. Al sustituir estas expresiones en
el problema primal, se obtiene una formulación que depende exclusivamente de los
multiplicadores de Lagrange.

De este modo, la función a optimizar se puede reescribir de la siguiente manera :
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L :=
1

2
∥w∥2 + C

ℓ∑
i=1

(ξi + ξ∗i )

−
ℓ∑

i=1

(ηiξi + η∗i ξ
∗
i )

−
ℓ∑

i=1

αi (ε+ ξi − yi + ⟨w, xi⟩+ b)

−
ℓ∑

i=1

α∗
i (ε+ ξ∗i + yi − ⟨w, xi⟩ − b)

(1.3)

sujeto a α
(∗)
i , η

(∗)
i ≥ 0

Encontrando los puntos óptimos que satisfacen el problema dual, es posible escribir
w como una combinación lineal de los puntos de entrenamiento xi, lo cual se denomina
expansión del vector de soporte y se muestra a continuación:

w =
ℓ∑

i=1

(αi − α∗
i )xi

f(x) =

ℓ∑
i=1

(αi − α∗
i ) ⟨xi, x⟩+ b

(1.4)

Es aśı que, para encontrar el hiperplano de separación basta con reemplazar la
información y realizar el producto punto entre los datos, lo cual funciona siempre
y cuando el problema sea linealmente separable. En caso de que esto no suceda, se
hace uso del truco del kernel, en el cual el problema de optimización corresponde a
encontrar la función menos compleja en el espacio de caracteŕısticas y no en el espacio de
entrada, obteniendo las nuevas ecuaciones que se muestran a continuación y donde ob-
servamos que Φ (xi), es la función encargada de realizar la transformación de la variable xi.

w =
ℓ∑

i=1

(αi − α∗
i ) Φ (xi)

f(x) =
ℓ∑

i=1

(αi − α∗
i ) k (xi, x) + b

(1.5)

Esta función k, denominada anteriormente como Kernel, lo que busca es realizar
un mapeo del espacio de entrada a un espacio de caracteŕısticas en donde sea posible
establecer linealmente el hiperplano de separación, que en el espacio de entrada puede
verse como una función polinomial, una función gaussiana o una función lineal, entre
otras. Debido al aumento de dimensionalidad al usar el truco del kernel, “el problema
de optimización se expresa sólo en su forma dual, ya que, la solución de este problema
no depende de la dimensionalidad del espacio sino de la cardinalidad del conjunto de
vectores de soporte”(Suárez, 2014).
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Haciendo uso del problema dual y el mapeo del Kernel en el espacio de caracteŕısticas,
es posible encontrar la combinación lineal necesaria para representar la regresión lineal.
Esto permite modelar la regresión y realizar predicciones en ese espacio de caracteŕısticas,
buscando los coeficientes de combinación lineal que mejor se ajusten a los datos y que
nos permitan minimizar el error de regresión.

El uso de toda la teoŕıa presentada anteriormente ha permitido la aplicación de la
regresión de máquinas de soporte vectorial (SVR), debido a su capacidad para manejar
datos lineales y no lineales, en diferentes ámbitos tales como:

• Ingenieŕıa y sistemas estructurales: La SVR se ha utilizado para la identificación de
parámetros estructurales mediante datos de vibración, un desaf́ıo significativo debido
al ruido presente en las mediciones de entrada/salida y a la incompletitud de estas
mediciones. Esto fue abordado en un estudio de Zhang et al. (2007).

• Biomedicina y fármacos: La combinación de SVR con métricas de eficiencia del ligan-
do (moléculas) representa una estrategia prometedora para predecir la bioactividad
en el diseño de fármacos, como se indicó en un estudio de Sugaya (2014).

• Ciencias agŕıcolas: La SVR se ha empleado para predecir el rendimiento del arroz,
con el objetivo de mejorar la precisión en la estimación del peso del grano y evaluar la
idoneidad de las ubicaciones para su cultivo, además de reducir los riesgos asociados
con la inversión en la producción de arroz, según un estudio de Jaikla (2008).

• Predicción de series de tiempo y finanzas: La SVR ha sido utilizada para pronosti-
car precios de acciones, mostrando un rendimiento superior al de otros modelos de
regresión en términos de precisión, tal como lo reportó Henrique (2018).

1.4. Regresión de soporte vectorial en series de tiempo uni-
variadas

Particularmente para esta sección, nos centraremos en la aplicación y ventajas que las
máquinas de soporte vectorial han tenido en las series de tiempo univariadas. Recordemos
que estas series son conjuntos de datos que representan la evolución de una única variable
a lo largo del tiempo, es decir, que las observaciones están ordenadas temporalmente.
El objetivo de los modelos de regresión en series de tiempo es predecir valores futuros
basándose en patrones pasados. Estas series son fundamentales en diversos campos, como
la economı́a, la meteoroloǵıa, la ingenieŕıa y las ciencias sociales, donde la comprensión
de patrones temporales y la capacidad de hacer predicciones son cruciales para la toma
de decisiones informadas.

La regresión de soporte vectorial (SVR) se ha posicionado como una técnica poderosa
para el análisis de series de tiempo univariadas, gracias a su capacidad para modelar rela-
ciones complejas entre los datos. A diferencia de los métodos tradicionales de predicción,
que pueden ser limitados por su suposición de linealidad, la SVR permite capturar tanto
comportamientos lineales como no lineales, lo que la convierte en una herramienta versátil
y robusta en el análisis de datos temporales. Como ya se mencionó anteriormente las SVR
se pueden adaptar para trabajar con funciones de kernel, lo que permite que el modelo
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se ajuste a las caracteŕısticas espećıficas de la serie temporal analizada. En términos
generales, se ha demostrado que las SVR tienen un comportamiento similar o superan
a los modelos clásicos y a otros enfoques de aprendizaje supervisado. A continuación,
se resumen los hallazgos clave de diversos estudios que utilizan SVM, destacando sus
ventajas en comparación con otros métodos y también las recomendaciones de los autores.

En el art́ıculo “Nonlinear prediction of chaotic time series using support vector
machines”de Mukherjee (1997) se explora el uso de SVM para predecir series temporales
caóticas ya que, al ser capaz de manejar relaciones no lineales y minimizar el error de ge-
neralización, ofrece resultados superiores en comparación con otros métodos tradicionales
de predicción como lo son diferentes técnicas de aproximación y redes neuronales. Los
autores concluyen que SVM logra una predicción más precisa y estable en la mayoŕıa de
los casos, validando su eficacia en la modelación de sistemas caóticos. También resaltan
que el error de generalización no es sensible a la elección de C y es muy estable con
respecto a ϵ en un amplio rango.

En esta ĺınea, Müller et al. (1997), en su art́ıculo “Predicting time series with
support vector machines”, comparan las SVM con las redes de funciones de base radial,
aplicándolas a dos conjuntos de datos distintos. En ambos casos, las máquinas de soporte
vectorial demuestran un rendimiento sobresaliente. En particular, en el caso de series de
benchamark (́ındice de referencia para medir el rendimiento de una inversión), el enfoque
basado en SVM mejora el mejor resultado conocido en un 29%. Aqúı también se dan pau-
tas sobre cómo elegir los parámetros de regularización con dos funciones de costo diferente.

Otro ejemplo de aplicación de las SVR es el de F.E.H Tay and L. Cao (2001) en su
art́ıculo “Application of support vector machines in financial time series forecasting”,
en el que se concluye que las SVM representan una alternativa prometedora frente a las
redes neuronales de retropropagación (BP) para la predicción financiera. Para llegar a
esta conclusión usaron 5 series financieras en las cuales las predicciones de SVR fueron
significativamente mejores que las BP en 4 de ellas y ligeramente mejores en la restante.
También resaltan la importancia de los parámetros C y γ en el rendimiento de las
máquinas de soporte.

En el art́ıculo “Predicción de series temporales usando máquinas de vectores de
soporte”de Velásquez, Olaya y Franco (2008), se presentan las ventajas que tienen las
máquinas de soporte vectorial versus los perceptrones multicapa (MLP). La ganancia
principal es que las SVM tienen una solución óptima global y única, mientras que los
MLP se caracterizan por poseer múltiples puntos de mı́nimos locales. En este art́ıculo
mencionan la dificultad de la escogencia de los hiperpárametros que controlan el desem-
peño del modelo, ya que utilizaron cinco series de benchmark comúnmente utilizadas y
comparadas en otros estudios, teniendo una tasa de ganancia en precisión del SVR del 60%.

Aunque los ejemplos anteriores ilustran la eficacia de las máquinas de soporte vectorial
(SVR) en series de tiempo univariadas, es importante considerar cómo estos enfoques
pueden expandirse a contextos más complejos, como las series de tiempo multivariadas.
Basados en las bondades de las SVR se puede aprovechar su capacidad para manejar
interacciones y correlaciones entre variables, lo que podŕıa resultar en una mejora aún



CAPÍTULO 1. MARCO TEÓRICO 9

mayor en la precisión de las predicciones.

La transición del uso de series univariadas a series multivariadas no solo ampĺıa el
alcance de las aplicaciones de SVR, sino que también plantea nuevos desaf́ıos en términos
de selección de parámetros, diseño del modelo y validación de resultados. Por lo tanto, las
mismas recomendaciones para optimizar el uso de SVR en univariadas, como la selección
cuidadosa de parámetros y la validación adecuada, se vuelven aún más cŕıticas en el
contexto de series de tiempo multivariadas.

1.4.1. Enfoque multivariado

Dada la potencial mejora que ofrecen las SVR, es fundamental aplicar esta teoŕıa al
enfoque multivariado. Las ideas presentadas anteriormente pueden ampliarse al espacio
multivariado, tanto en el mapeo del kernel como en la formulación del problema dual para
la regresión lineal multivariada. Aunque podŕıa pensarse que el problema de regresión
multivariada se puede descomponer en k problemas univariados independientes, esta no
es una estrategia adecuada para las máquinas de soporte vectorial (SVM). La razón
principal es que la zona insensible definida alrededor de la estimación no tratará por igual
todas las muestras de entrenamiento, lo que puede introducir sesgos en el aprendizaje del
modelo ya que puede penalizar doblemente algunas observaciones o no penalizarlos.

Además, al dividir el problema de regresión multivariada en problemas univariados
independientes, se ignoran las interacciones y relaciones entre las variables de estudio.
Esta omisión es especialmente cŕıtica en el contexto de las series de tiempo, donde
las autocorrelaciones cruzadas entre las variables pueden desempeñar un papel crucial
en la precisión de las predicciones. Por lo tanto, es necesario desarrollar enfoques que
consideren estas dependencias. En el contexto multivariado, las SVR pueden beneficiarse
de técnicas como el uso de kernels que capturan relaciones no lineales y complejas entre
múltiples variables. Asimismo, la incorporación de mecanismos de regularización puede
ayudar a mitigar el riesgo de sobreajuste, asegurando que el modelo generalice bien en
datos no vistos.

Basado en el art́ıculo “Multi-dimensional Function Approximation and Regression
Estimation (Bao et al., 2014) se ha revisado la generalización de la regresión de soporte
vectorial (SVR) para abordar problemas de regresión multivariada, conocida como Mul-
tivariate Support Vector Regression (MSVR). Esta técnica sigue siendo un problema de
minimización, pero con la particularidad de que permite modelar y predecir simultánea-
mente múltiples variables correlacionadas, capturando las interacciones complejas entre
ellas y mejorando la precisión de las predicciones en comparación con el tratamiento de
cada variable de forma independiente.

Lo valioso de este enfoque es que en el art́ıculo definen una zona de insensibilidad
hiperesférica que permite penalizar solo una vez los puntos de entrenamiento que no se
encuentran dentro de la zona de insensibilidad, independientemente de la dirección en
la que se alejen del centro. Esto contrasta con el enfoque tradicional unidimensional de
SVR, donde las penalizaciones se aplican de forma independiente en cada dirección, lo
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que puede llevar a inconsistencias en la penalización de los datos, ya que aquellas que
están fuera de la zona insensible en varias direcciones reciben múltiples penalizaciones.
Al emplear una zona insensible hiperesférica, se asegura un tratamiento más uniforme y
eficiente de las muestras, lo que mejora la precisión, además de mantener propiedades
deseables para facilitar la optimización en un entorno convexo..

Es aśı que, dado un conjunto de entrenamiento (xi, yi) para ∀i = 1, . . . , n, donde
xi ∈ Rd yi ∈ R.

y una transformación no lineal a un espacio de dimensión mayor(
ϕ(·) : Rd ϕ(·)−→ RH con d ≤ H

)
se tiene que:

mı́nwj ,bj ,ξi

∑k
j=1

∥∥wj
∥∥2 + C

∑n
i=1 ξi

sujeto a
∥yi −Wϕ (xi)− b∥2 ≤ ε+ ξi ∀i = 1, . . . , n

ξi ≥ 0 ∀i = 1, . . . , n
(1.6)

donde W =
[
w1, . . . ,wk

]T
y b =

[
b1, . . . , bk

]T
definen el regresor lineal k-dimensional

en el espacio de caracteŕısticas H -dimensional.

Al igual que en el enfoque univariado, los multiplicadores de Lagrange también pueden
aplicarse en un contexto multivariado de la siguiente manera:

LP =

k∑
j=1

∥∥wj
∥∥2 + C

n∑
i=1

ξi

−
n∑

i=1

αi

(
ε+ ξi − ∥yi −Wϕ (xi)− b∥2

)
−

n∑
i=1

µiξi

(1.7)

Para maximizar los multiplicadores de Lagrange αi and µi con respecto a wj , bj and ξi
hacemos uso de las condiciones de KKT, para encontrar los coeficientes óptimos que mini-
mizan el error de predicción. En el caso de SVR, las condiciones de Karush-Kuhn-Tucker
(KKT) se incorporan directamente en la función Lagrangeana, lo que permite transformar
el problema original en un problema cuadrático con restricciones lineales, cuyo resultado
es una solución óptima y global. Sin embargo, en el contexto de MSVR, la situación se
vuelve mucho más compleja debido a la naturaleza multivariada del problema. Al tener
múltiples variables de salida, no es posible aplicar el mismo procedimiento de sustitución
directa que se utiliza en el caso univariado. Esto se debe a que, en lugar de manejar una
única función de salida, en MSVR se manejan múltiples funciones simultáneamente, lo
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que introduce una mayor interdependencia entre las variables y complica la estructura
del problema.

El aumento en la dimensionalidad y las interacciones entre las variables de salida hace
que el problema de minimización sea más dif́ıcil de resolver utilizando métodos anaĺıticos,
como sucede en SVR univariado. En consecuencia, se recurre a técnicas numéricas y
métodos de optimización que pueden manejar esta complejidad adicional. Estos métodos
suelen basarse en algoritmos iterativos, que permiten aproximar la solución óptima paso
a paso, ajustando los parámetros del modelo en cada iteración hasta converger en un
resultado satisfactorio.

En el paper “Multi-dimensional Function Approximation and Regression Estimation
(Bao et al., 2014) muestran un algoritmo iterativo el cual se explica a continuación:

Algoritmo iterativo

• Se inicializa escogiendo a priori los párametros claves del modelo entre los cuales se
encuentran los coeficientes de Lagrange, el número de iteraciones máximas y el valor
inicial de los pesos w.

• Para cada conjunto de datos (xi, yi), se calcula la función de predicción:

f(xi) =
n∑

j=1

αjK(xi, xj) + b

donde K(xi, xj) es el kernel.

• Se evalua el error de predicción para cada muestra:

ei = f(xi)− yi

Si ei está dentro de la zona de insensibilidad ϵ, no se penaliza. Si ei supera ϵ, se
aplica una penalización.

• Calcula el gradiente del error con respecto a los pesos w y actualiza los parámetros
del modelo usando el gradiente de la función.

• Continua con el cálculo hasta que el error de predicción disminuya.

• Iterar el algoritmo hasta que se alcance un criterio de parada del algoritmo de opti-
mización.

Este algoritmo iterativo, que aborda el problema de la regresión multivariada mediante
máquinas de soporte vectorial multivariadas (MSVR), no ha sido implementado de forma
directa en lenguajes de programación comunes como R o Python. A pesar de que existen
libreŕıas robustas para Support Vector Machines (SVM) en ambos lenguajes, como e1071
y kernlab en R, y scikit-learn en Python, estas implementaciones están mayormente
enfocadas en problemas de regresión univariada o clasificación binaria/multiclase.

Haciendo una búsqueda exhaustiva para la implementación de MSVR, se puede
observar que no hay una solución prediseñada ampliamente disponible para modelar. Sin
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embargo, en el art́ıculo “Multi-step-ahead time series prediction using multiple-output
support vector regression”(Bao et al., 2014), hacen una implementación de MSVR para
la predicción de series de tiempo univariadas varios pasos adelante. En este art́ıculo, se
basan en el modelo MIMO (Multiple-Input Multiple-Output) para abordar el problema
de predicción en series de tiempo univariadas. El enfoque MIMO permite modelar varias
variables de salida de forma simultánea, capturando las interacciones y dependencias entre
ellas, lo cual resulta en una mejora notable en la precisión de las predicciones comparado
con los enfoques tradicionales que tratan cada variable de manera independiente.

En su enfoque, adaptan la regresión de soporte vectorial tradicional a múltiples salidas,
permitiendo predecir más de una variable simultáneamente. Esto lo logran extendiendo
el uso de kernels y algoritmos de optimización para manejar las correlaciones entre las
variables de salida. Los autores generan una rutina en Python con una función llamada
MSVR, la cual recurre a un algoritmo iterativo muy similar al mostrado anteriormente
para encontrar los coeficientes óptimos. Este algoritmo se basa en la actualización
progresiva de los parámetros del modelo, ajustando los valores en cada iteración hasta
que se minimiza el error de predicción para todas las variables de salida simultáneamente.

En su implementación, la función MSVR ofrece una solución práctica para problemas
de regresión multivariada, permitiendo manejar de forma eficiente las interdependencias
entre múltiples variables de salida, y proporcionando una alternativa viable a la aplicación
independiente de SVR a cada variable, ya que se logra una mayor precisión en la predicción
de series de tiempo complejas, donde las interacciones entre múltiples variables juegan
un papel crucial. La implementación de Bao utiliza técnicas de optimización numérica
y algoritmos iterativos para ajustar el modelo, permitiendo que las múltiples salidas
sean modeladas de manera conjunta, sin perder la relación entre las variables dependientes.

A continuación se resumen las conclusiones más importantes trabajadas en el art́ıculo
de Bao et al.:

• Predicción más precisa y eficiente: La estrategia MIMO aplicada con MSVR ofrece
predicciones más precisas en comparación con otras técnicas como SVR univariada.
Esto se debe a su capacidad para manejar múltiples variables de salida simultánea-
mente.

• Costos computacionales razonables: Aunque el enfoque MIMO requiere mayor esfuer-
zo computacional que otras estrategias (como el método iterado), logra un balance
adecuado entre precisión y costo computacional.

• Comparación con otras estrategias: En las pruebas comparativas, MSVR con la es-
trategia MIMO supera a SVR con estrategias como la directa e iterada. Si bien la
estrategia directa también es precisa, tiene un costo computacional muy elevado,
mientras que la iterada es la menos precisa pero computacionalmente más ligera.

1.4.2. Series de tiempo multivariadas

Para implementar las máquinas de soporte vectorial en series de tiempo multivariadas,
es crucial tener en cuenta los tres modelos de series temporales multivariadas utilizados
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para evaluar la eficiencia del MSVR. Estos modelos proporcionan una base sólida para
comparar el rendimiento del MSVR en términos de precisión predictiva y capacidad
de generalización. La selección de estos modelos no es arbitraria; cada uno ofrece una
perspectiva única que permite evaluar tanto las relaciones lineales como las no lineales
entre las variables de interés, proporcionando un análisis integral del comportamiento
dinámico multivariado, aśı como también la presencia o ausencia de fenómenos como la
cointegración, aspectos no presentes en series univariadas.

Por esta razón, a continuación se ofrece un breve descripción de los modelos que utili-
zaremos, los cuales son:

• Modelo vectoriales autoregresivos (VAR).

• Modelos de Corrección de Error Vectorial (VEC).

• Modelos No Lineales de Umbral Autorregresivo Multivariado (MSETAR).

1.4.2.1. Modelos VAR

Los modelos VAR son los modelos más básicos de series de tiempo multivariadas
ya que nos permiten analizar la relación lineal entre múltiples series temporales. Son
modelos útiles en macroeconomı́a para analizar cómo una serie temporal (como la
inflación) puede influir sobre otras (como el PIB y el desempleo). En un modelo VAR
de orden p, cada variable depende de sus propios rezagos y de los rezagos de otras variables.

Un VAR de k variables puede expresarse como:

Yt = A1Yt−1 +A2Yt−2 + · · ·+ApYt−p + ut (1.8)

Donde:

• Yt es un vector de tamaño k con las k series temporales en el tiempo t,

• Ai son matrices de coeficientes de tamaño k × k,

• ut es el vector de términos de error (ruido blanco).

La estimación del modelo puede realizarse mediante Mı́nimos Cuadrados Ordinarios
(OLS) si las series son estables. En caso de que no lo sean, se recomienda aplicar
transformaciones como la diferenciación y ya existen paquetes en R o Python que nos
permiten ajustar modelos y predecir conjuntamente las variables de estudio.

1.4.2.2. Modelos VEC

Los modelos VEC son una extensión de los VAR y se utilizan cuando las variables son
no estacionarias pero cointegradas. ”La cointegración implica que existe una relación a
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largo plazo entre las variables, aunque estas puedan desviarse en el corto plazo”(Villanueva,
2022).

∆Yt = ΠYt−1 +

p−1∑
i=1

Γi∆Yt−i + ut (1.9)

Donde:

• ∆Yt es el cambio en Yt,

• Π es la matriz que describe la relación de largo plazo entre las variables,

• Γi captura las relaciones de corto plazo.

La matriz Π se descompone como Π = αβ′, donde α mide la velocidad de ajuste hacia
el equilibrio a largo plazo, y β contiene los vectores de cointegración.

1.4.2.3. Modelos MSETAR

El modelo MSETAR es un modelo no lineal que permite capturar dinámicas diferentes
dependiendo del régimen en el que se encuentren los datos. Se basa en la idea de que
el comportamiento del régimen puede cambiar abruptamente cuando una variable de
umbral cruza cierto nivel.

Un modelo MSETAR de dos reǵımenes puede expresarse como

Yt =

{
A1Yt−1 + ut, si qt ≤ r

B1Yt−1 + vt, si qt > r
(1.10)

donde:

• qt es la variable de umbral,

• r es el valor cŕıtico del umbral,

• A1 y B1 son matrices de coeficientes,

• ut y vt son términos de error en cada régimen.

El modelo MSETAR es útil para modelar sistemas que presentan comportamien-
tos lineales a trozos en diferentes reǵımenes. Por ejemplo, en finanzas, la respuesta de
los mercados a cambios en las tasas de interés puede depender del nivel inicial de las tasas.



CAPÍTULO 2

Metodoloǵıa

2.1. Adaptación de máquinas de soporte vectorial multivaria-
das en series de tiempo multivariadas

Como se mencionó anteriormente, la revisión de la literatura muestra que el trabajo
de Bao et al. es la referencia más sólida para el desarrollo de un algoritmo iterativo de
Regresión de Soporte Vectorial Multivariada (MSVR) en la actualidad. Este estudio no
solo proporciona un marco teórico relevante, sino que también ofrece una implementación
práctica en Python, la cual será nuestro punto de partida para modificar la rutina y
adaptarla al uso en series de tiempo multivariadas. Esta aplicación está disponible en
GitHub en el siguiente enlace: https://github.com/Analytics-for-Forecasting/msvr.

Para adaptar el modelo de un enfoque MIMO a uno de series de tiempo multivariada,
fue necesario comprender y modificar varias partes del proceso original. En la propuesta de
Bao et al., se desarrollan diversas funciones cruciales para la implementación del modelo.
En particular, se presta atención al modelo iterativo de MSVR, el cual se mantuvo
en su forma original, permitiéndonos enfocarnos en comprender su funcionamiento.
Esta comprensión es esencial para aplicar correctamente el modelo a nuestro contexto
espećıfico, asegurando que cada componente se adapte adecuadamente a las necesidades
del análisis de series temporales multivariadas.

El segundo componente clave es la función create dataset, que convierte una serie
temporal en un conjunto de datos adecuado para la rutina de MSVR, facilitando el ajuste
efectivo del modelo de predicción. Esta función recibe tres parámetros: la serie temporal
(ts), la dimensión de la ventana (dim) y el horizonte de predicción (h). Utilizando esta
información, crea una ventana móvil que organiza los datos sin perder su orden temporal.
Posteriormente, divide los datos en entradas y salidas, lo que simplifica la preparación
necesaria para el entrenamiento del modelo. Este proceso es crucial para asegurar que el
modelo aprenda de manera efectiva y realice predicciones precisas.

15
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2.1.1. Modificación a la función data set

Aqúı es donde realizamos nuestra primera modificación al código original. Como se
mencionó, el enfoque inicial utiliza una sola serie que luego se expande a múltiples salidas.
Sin embargo, nuestro objetivo es trabajar con series multivariadas, por lo que es necesario
adaptar el algoritmo para que pueda comprender y procesar esta nueva estructura de
datos. Esta modificación es esencial para asegurar que el modelo pueda capturar las
interacciones y relaciones entre las múltiples variables en lugar de tratarlas de manera
aislada.

Para ilustrar esta mejora, se utilizará una serie bivariada de tamaño 50, donde la pri-
mera variable consiste en números pares y la segunda en números impares, para predecir
un paso adelante. Este ejemplo permitirá demostrar cómo se generan los conjuntos de
datos en ventanas móviles, facilitando la comprensión del proceso de transformación y
la relevancia de cada variable en el contexto del modelo de predicción. Además, resalta
la interrelación entre ambas series y cómo esta dinámica puede influir en los resultados
del análisis. A través de este ejemplo, se puede observar cómo cada ventana captura la
dinámica de ambas variables sin perder su estructura temporal.

Tabla 2.1. Datos de entrada

Pares 0 2 4 6 8 10 ... 42 44 46 48
Impares 1 3 5 7 9 11 ... 43 45 47 49

Tabla 2.2. Ventanas móviles creadas

Ventana X Y

1 0 1 2 3 4 5 ... 20 21
2 2 3 4 5 6 7 ... 22 23
3 4 5 6 7 8 9 ... 24 25
... ... ... ... ... ... ... ... ... ...
14 27 28 29 30 31 32 ... 46 47
15 29 30 31 32 33 34 ... 48 49

En la Tabla 2.2, se generan ventanas móviles utilizando toda la información disponible
en la serie temporal, lo que permite mantener la organización de los datos. Sin embargo,
surge la pregunta sobre la cantidad de información necesaria en la construcción de estas
ventanas móviles para que el modelo aprenda de manera efectiva. Determinar el tamaño
óptimo de las ventanas es crucial, ya que un tamaño demasiado pequeño puede resultar
en una pérdida de contexto, mientras que uno demasiado grande puede introducir ruido
y complejidad innecesaria.

Teniendo esto en cuenta, se realizó una revisión de la literatura para determinar el
tamaño óptimo de las ventanas y su configuración en el código. Según Hastie et al. (2009)
en su libro The Elements of Statistical Learning: Data Mining, Inference, and Prediction,
utilizar ventanas grandes puede resultar en la captura de patrones de ruido en los datos, lo
que provoca un sobreajuste. Esto hace que los modelos se enfoquen en detalles irrelevantes
en lugar de patrones generales, lo que a su vez disminuye su rendimiento en nuevos datos.
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Asimismo, Box, G. E. P., Jenkins, G. M., y Reinsel, G. C. (2015) enfatizan la necesidad
de una cuidadosa selección del tamaño de la ventana para evitar la pérdida de generaliza-
ción en los modelos. Por su parte, Hyndman y Athanasopoulos (2018) presentan distintas
estrategias para elegir el tamaño de las ventanas de forma óptima, resaltando su impacto
significativo en la eficacia de los modelos de predicción.

Las referencias anteriormente mencionadas ofrecen un marco teórico que gúıa la
elección del tamaño de ventana en la implementación del código. Por esta razón se decide
dejar abierta la escogencia del rezago para la construcción de las ventanas y se modifica
el create dataset en create dataset rez 4.1.1 el cual permite que el usuario basado en su
conocimiento y la recomendaciones dadas en la referencia hagan la escogencia del rezago
pertinente y por ende el tamaño de las ventanas móviles según la naturaleza de los datos
que están trabajando.

También es importante resaltar que, para hacer más sencilla la creación del data set
de manera correcta, se implementa una función que modifica la entrada de los datos de
forma vertical a horizontal, para la construcción adecuada de las ventanas móviles. Esta
función llamada Base ?? esencialmente toma una matriz de entrada, elimina la primera
columna (identificación de la serie de tiempo), y almacena los valores restantes en un
arreglo de NumPy que se transpone.

Teniendo en cuenta todo lo mencionado anteriormente, el código está diseñado para
aceptar cualquier número de variables de series temporales, independientemente del
tamaño de la muestra o del número de rezagos. Sin embargo, es fundamental que los datos
sean procesados primero a través de la función Base, antes de ser utilizados en la función
Create dataset rez. Esta estructura flexible permite adaptarse a diversas configuraciones
y facilita la manipulación de datos para análisis más complejos.

2.1.2. Modificación a la función MSVR para ampliar la escogencia de los
hiperpárametros

Siguiendo la metodoloǵıa implementada por Bao et al., el proceso continúa con la
partición del conjunto de datos luego de crear las ventanas móviles en conjuntos de
entrenamiento y prueba. Esta división es esencial para evaluar el rendimiento del modelo,
permitiendo un análisis más riguroso de su capacidad predictiva. Posteriormente, se hace
uso de la función MSVR con los hiperparámetros que consideran adecuados. Aqúı se
introduce una segunda modificación al código base.

En su repositorio, Bao et al., identifican tres hiperpárametros clave: el tipo de kernel,
gamma y epsilon, ya que son los únicos que dejan ”libres”para el uso de su código. Esto
es debido a que la selección de estos parámetros es crucial, ya que afecta directamente la
complejidad del modelo y su capacidad de generalización. Sin embargo, de acuerdo con
la estructura presentada en 1.7, es fundamental considerar otros hiperpárametros que son
igualmente esenciales para un modelado efectivo, grado del kernel, coef0, tol y C, y que Bao
et al. argumentan su relevancia para el rendimiento del modelo. Sin embargo, en su código,
estos parámetros se mantienen constantes sin una justificación expĺıcita para esta elección.
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Lo anterior plantea interrogantes sobre cómo influyen estos ajustes en la capacidad
de generalización y la complejidad del modelo. Esto sugiere que una exploración más
profunda de estos valores podŕıa ser beneficiosa para optimizar el modelado. Por lo
tanto, es fundamental considerar la selección de estos parámetros en conjunto con la
implementación de la función RandomizedSearchCV, una técnica de la biblioteca scikit-
learn de Python que facilita la optimización de hiperparámetros mediante una búsqueda
aleatoria. Esta técnica no solo ahorra tiempo al evitar la búsqueda exhaustiva, sino que
también puede conducir a mejores resultados al permitir una exploración más amplia de
las combinaciones de hiperparámetros disponibles (scikit-learn developers, 2024).

Para esto, se incluyen los parámetros iniciales y la grilla de búsqueda en el código. Es
fundamental utilizar un Pipeline, una herramienta que permite encadenar múltiples pasos
de procesamiento y modelado de manera ordenada y eficiente (learn Developers, 2023).
Esto es necesario porque el RandomizedSearchCV debe recibir un objeto que encapsule
tanto el preprocesamiento como el modelo. Posteriormente, se define la grilla de búsqueda
de los hipérparametros a optimizar, que depende del conocimiento del usuario y del tipo
de datos utilizados. Para profundizar en cómo definir esta grilla, se recomienda consultar
la siguiente bibliograf́ıa:

• Hyperparameter Tuning in Machine Learning: A Comprehensive Review
de Allebomayo et al. (2024): este art́ıculo ofrece una revisión general sobre la impor-
tancia de la optimización de hiperparámetros en modelos de aprendizaje automáti-
co, discutiendo diferentes técnicas de ajuste, como el Gridsearch y el Randomized-
SearchCV, aśı como el impacto de los hiperparámetros en el rendimiento del modelo.

• An efficient approach for assessing Hyperparameter importance de Hutter
et al. (2014): Este estudio propone métodos para evaluar la importancia de los hi-
perparámetros en el aprendizaje automático, lo cual es crucial para entender cómo
afectan la complejidad y la generalización de los modelos.

Después de optimizar la selección de hiperparámetros mediante RandomizedSearchCV,
se extraen los hiperparámetros óptimos para alimentar el modelo MSVR utilizando los
datos de entrenamiento. Este ajuste es crucial porque garantiza que el modelo aproveche al
máximo los patrones detectados en los datos durante la fase de entrenamiento, mejorando
aśı su capacidad para hacer predicciones precisas en datos no vistos.

La optimización de la función MSVR, como ya se hab́ıa mencionado, sigue un enfoque
iterativo para ajustar los vectores de soporte y los multiplicadores de Lagrange. El
modelo se basa en la regresión de soporte vectorial multisalida para minimizar el error de
predicción. Se define una función de pérdida que mide el error cuadrático medio (RMSE),
y el objetivo es minimizar esta función la cual incluye un término de regularización, para
evitar el sobreajuste y asegurar un balance adecuado entre la precisión del modelo y su
capacidad de generalización. Este enfoque sigue las bases del aprendizaje supervisado no
lineal, donde los vectores de soporte determinan la predicción y la complejidad del modelo.

El proceso comienza con la inicialización de los hiperparámetros y los vectores de
soporte, tras lo cual el método fit ajusta el modelo a los datos de entrenamiento. Durante
cada iteración, se actualizan los vectores de soporte y los multiplicadores mediante reglas
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derivadas del problema de optimización. Este proceso se repite hasta que el cambio en
los parámetros entre iteraciones es suficientemente pequeño, lo que indica que el modelo
ha convergido. Para garantizar la eficiencia, el proceso de ajuste también incluye una
condición de parada basada en la convergencia de los vectores de soporte. Esto asegura
que el modelo no continúe entrenando una vez que los cambios en los parámetros sean
insignificantes, reduciendo aśı el tiempo de procesamiento sin sacrificar la precisión de este.

Posteriormente, el modelo ajustado se usa para predecir los valores del conjunto de
prueba. Esto permite evaluar su rendimiento en términos de generalización, es decir,
cómo se comporta con datos que no formaron parte del entrenamiento. Las métricas
de rendimiento, como el RMSE (Error cuádratico medio en inglés), se calculan para
cuantificar la precisión de las predicciones. El RMSE mide la diferencia entre los valores
predichos y los observados, proporcionando una estimación clara de la calidad del modelo.

Teniendo en cuenta las mejoras implementadas al código base, se procede a generar
los modelamientos y estimaciones usando MSVR. Sin embargo, para evaluar de manera
más robusta el rendimiento y la capacidad predictiva de estos modelos, es esencial
compararlos con modelos clásicos de predicción. De esta forma, se puede determinar si
los MSVR ofrecen una mejora significativa en términos de precisión o eficiencia. A través
de esta comparación, se podrán hacer recomendaciones sólidas sobre cuándo y cómo es
más ventajoso utilizar MSVR en lugar de otros enfoques tradicionales.

2.2. Comparación con modelos clásicos

Como se mencionó en el marco teórico, se emplearán tres modelos distintos para
llevar a cabo la comparación con el MSVR. Las comparaciones se realizarán mediante
simulaciones de cada uno de estos modelos, utilizando el lenguaje de programación más
adecuado y tomando en cuenta las consideraciones necesarias para garantizar la correcta
generación de los datos. Este enfoque permitirá evaluar de manera efectiva el rendimiento
de los modelos en relación con el MSVR, asegurando que los resultados sean confiables y
representativos del desempeño de este nuevo algoritmo.

Esta metodoloǵıa asegura una evaluación exhaustiva y objetiva al conocer en detalle
los modelos de los que provienen las series de datos, lo que facilitará la identificación de las
ventajas y desventajas de cada enfoque en el contexto de series de tiempo multivariadas.
Además, el uso de simulaciones proporciona un entorno controlado para probar y validar
el modelo antes de aplicarlo a datos reales, lo que es una práctica recomendada en el
modelamiento de series de tiempo (Lütkepohl, 2005). Esto garantiza que los resultados
obtenidos sean robustos y representativos de las capacidades del modelo en situaciones
del mundo real.

Para implementar el modelo VAR, se inició con una simulación de series de tiempo
al determinar las matrices de coeficientes A. Estas matrices son fundamentales, ya que
definen las relaciones dinámicas entre las diferentes variables del modelo, permitiendo la
generación de series de datos de diversos órdenes. Es crucial garantizar que las matrices
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utilizadas corresponden a un modelo estacionario, ya que esto asegura la validez del
modelo y la fiabilidad de las inferencias realizadas a partir de él.

A continuación, se utilizó la función VAR de la biblioteca statsmodels.tsa.api, que
facilita la estimación de los parámetros del modelo. Esta función implementa el algoritmo
de mı́nimos cuadrados ordinarios para obtener estimaciones eficientes de los coeficientes,
asegurando que el modelo se ajuste adecuadamente a los datos simulados. Los parámetros
estimados son esenciales para entender la dinámica del sistema modelado y sirven como
base para realizar predicciones futuras.

Con los parámetros estimados, se procedió a realizar las predicciones para los valores
de prueba. Este paso es fundamental para evaluar el rendimiento del modelo VAR,
permitiendo comparar las predicciones generadas con los valores reales y analizar la
efectividad del modelo en capturar las dinámicas temporales. Al hacerlo, se pueden
identificar las fortalezas y debilidades del enfoque VAR en el contexto de las series de
tiempo multivariadas, contribuyendo a una mejor comprensión de su aplicabilidad en
diferentes escenarios.

Para el uso de los modelos VEC fue necesario generar los datos en lenguaje R basados
en el código encontrados en (Anonymous, 2011) con una pequeña revisión y corrección de
código. Se generan series de tiempo multivariadas utilizando una matriz de coeficientes
aleatorios A que definen las relaciones dinámicas entre las variables. Las innovaciones son
generadas por una distribución normal multivariante, y la matriz ϕ se ajusta según el
número de relaciones de cointegración que uno desee. La matriz ϕ representa las relaciones
a largo plazo entre múltiples series de tiempo, permitiéndonos establecer conexiones entre
ellas en un estado de equilibrio duradero.

Al generar los datos simulados, estos se guardan en archivos CSV para luego ser
cargados y utilizados en Python, donde se aplica el modelo MSVR. El ajuste del modelo
VEC se realiza en R mediante el uso del paquete ‘tsDyn‘, que permite la estimación de
modelos de corrección de errores vectoriales. Con este paquete, se generan predicciones
tanto para el conjunto de entrenamiento como para el conjunto de prueba, asegurando
una evaluación completa del rendimiento del modelo. Adicionalmente, como parte del
proceso de revisión y validación de los cálculos, se ajustan modelos VAR diferenciados.
Esto tiene como objetivo evaluar si los modelos VAR simples, al diferenciar las series,
capturan de manera efectiva las relaciones de las series temporales cointegradas y, por lo
tanto, sirven como una comparación robusta frente al enfoque MSVR.

Finalmente, para los modelos MSETAR también se emplea el lenguaje de progra-
mación R, tanto para la generación de las series de tiempo como para su modelación.
Utilizando una rutina proporcionada por el profesor Sergio Calderón, se generan las series
de tiempo MSETAR al suministrar los parámetros necesarios, tales como las matrices de
coeficientes , la matriz de covarianza Σ, y el umbral, entre otros. Esta estructura permite
ajustar el modelo a la naturaleza no lineal de los datos, brindando la flexibilidad necesaria
para capturar dinámicas de cambio de régimen que los modelos lineales tradicionales,
como VAR o VEC, no logran identificar eficazmente.
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A través del uso del paquete NTS en R, se lleva a cabo el modelamiento de series
temporales MSETAR (Multivariate Self-Exciting Threshold Autoregressive Models), lo
que permite ajustar el modelo tanto a los datos de entrenamiento como a los de prueba.
Este paquete ofrece herramientas especializadas para analizar y simular modelos SETAR
multivariados, facilitando el estudio de dinámicas no lineales y la detección de cambios
abruptos en los patrones de las series.

El NTS es particularmente valioso para modelar procesos en los que el comporta-
miento de la serie cambia dependiendo de que los valores de la misma estén por encima
o por debajo de ciertos umbrales. Esto es esencial para capturar caracteŕısticas como
las discontinuidades y las transiciones rápidas en los datos. En cuanto a Python, no se
dispone de una implementación directa o nativa para el ajuste de modelos MSETAR.
Aunque existen bibliotecas como statsmodels y sklearn que permiten trabajar con modelos
lineales y no lineales, las funcionalidades espećıficas para MSETAR no están disponibles
de manera predeterminada.

Para todos los modelos clásicos, además de generar predicciones tanto en los conjuntos
de entrenamiento como en los de prueba, se calcula el RMSE multivariado. Sin embargo,
en lugar de utilizar la función directa disponible en R, que penaliza el tamaño de la
muestra cuando se aplanan las matrices en vectores, se emplea una función personalizada.
La función utilizada para un conjunto de datos es la siguiente

RMSE =

√√√√ 1

n

n∑
i=1

(
(train[i, 0]− trainPred[i, 0])2 + (train[i, 1]− trainPred[i, 1])2

)
, (2.1)

la cual se puede generalizar a n variables aśı

RMSE =

√√√√ 1

n

n∑
i=1

p∑
j=1

(yij − ŷij)
2. (2.2)

Esta función ajustada tiene como objetivo evitar este sesgo y ofrecer una evaluación
más precisa del error. Al evitar la penalización estándar, se asegura una mejor estimación
del RMSE para modelos multivariados, reflejando de manera más fiel la precisión
predictiva sin distorsiones causadas por el número de variables o el tamaño de la muestra.
Además se guarda el tiempo de procesamiento para cada uno de los modelos e iteraciones
con el fin de validar costos computacionales.

También se calcula el RMSE para el modelo SVR, aśı como el tiempo de procesamiento
correspondiente. Además, se registran los hiperpárametros óptimos seleccionados en cada
iteración y los vectores de soporte utilizados durante la optimización, con el fin de poder
realizar un seguimiento que nos permita mejorar la grilla de búsqueda en caso de ser
necesario.
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Revisión del desempeño entre modelos teóricos y

MSVR

Ahora que los modelos a utilizar están definidos y presentada la teoŕıa que los respalda,
se generarón distintos escenarios para analizar y validar las ventajas de emplear MSVR
frente a modelos teóricos convencionales. Para todas las simulaciones se trabajaron con
predicciones un paso adelante y con cinco tamaños de muestra: 50, 200, 500, 1000 y 5000.
Se generaron errores cuádraticos medios (RMSE) tanto para los datos de entrenamiento
como de prueba y se muestran otras métricas que nos permitan entender la ganancia de
usar MSVR. Esta fue la grilla que se decidio explorar para todos los ejemplos:

• MSVR kernel: [’linear’, ’poly’, ’rbf’]

• MSVR degree: [2, 3, 4, 5]

• MSVR gamma: [0.5, 1]

• MSVR coef0: [0.1, 0.5, 1]

• MSVR C: [5, 9, 11, 13]

• MSVR epsilon: [1, 2]

A continuación se mostrarán los resultados para cada uno de los modelos seleccionados.

3.1. Modelos VAR

Para el modelo VAR se generaron 9 escenarios:

• VAR bivariado con uno y dos rezagos y modificando las varianzas de los ruidos con
σ2=1, σ2=0.5 y σ2=9. Para este análisis, se utilizará la matriz identidad como base
para las varianzas de los ruidos.

• VAR Trivariado con uno y dos rezagos modificando las varianzas de los ruidos con
σ2=1, σ2=0.5 y σ2=9. Para este análisis, se utilizará la matriz identidad como base
para las varianzas de los ruidos.

22
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Para cada uno de los ejercicios se simularon 100 diferentes series de tiempo de tamaño
n utilizando un modelo autorregresivo simple. Se define una matriz A, que representa los
coeficientes del modelo autorregresivo. Esta matriz determina la relación entre los valores
pasados de las dos variables de la serie y sus valores futuros y finalmente se agrega un
término de ruido aleatorio a cada variable (distribución normal con media 0 y varianza
σ2). Para la creación de las series la escogencia de la matriz A garantiza que genera una
serie estacionaria.

Las matrices A utilizadas para cada simulación son las siguientes:

Tabla 3.1. Matrices A para la generación de modelos VAR

VAR(1) Bivariado VAR(2) Bivariado

A =

[
0.5 0.4
0.1 0.8

]
A1 =

[
−0.55 −0.08
−0.04 −0.28

]
, A2 =

[
0.02 −0.60
−0.03 0.32

]
VAR(1) Trivariado VAR(2) Trivariado

A =

0.5 0 0
0.1 0.1 0.3
0 0.2 0.3

 A1 =

−0.23 −1.41 0.10
0.51 −0.79 −0.46
0.03 −0.06 −0.12

 , A2 =

0.66 −0.59 −0.59
0.30 −0.30 −0.00
0.31 0.50 0.17



Con esto en cuenta se simula una serie de tiempo n-variada según sea el caso, en
donde los valores de cada variable dependen de los valores anteriores de ambas variables,
y se agrega ruido aleatorio en cada iteración para simular incertidumbre en el proceso. A
continuación se muestran los resultados comparando los RMSE para cada escenario:

3.1.1. VAR(1) bivariado

Figura 3.1. RMSE Train Figura 3.2. RMSE Test

Las gráficas que se presentan en la figura 3.26 muestran la distribución de errores en
términos de RMSE (Root Mean Square Error) para dos modelos diferentes: SVR (Support
Vector Regression) y VAR (Vector Autoregression). La gráfica muestra la distribución
de errores de entrenamiento para diferentes tamaños de muestra, destacando que el
modelo VAR (en azul) presenta una variabilidad más baja en comparación con el modelo
SVR (en verde) para tamaños de muestra pequeños (50). A medida que el tamaño de la
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muestra aumenta, ambos modelos tienden a mostrar una disminución en el RMSE, lo que
indica una mejora en la precisión de los modelos conforme se dispone de más datos. Es
notable que, para tamaños de muestra más grandes (como 1000 y 5000), el rendimiento
del modelo SVR se vuelve más competitivo frente al uso del VAR.

Al comparar los RMSE en el conjunto de prueba (figura 3.27), se observa que, a
medida que aumenta el tamaño de la muestra, el RMSE del modelo VAR y del SVR
disminuye significativamente. Esto sugiere que ambos modelos pueden ser más efectivos
con grandes volúmenes de datos. En conclusión, tanto el SVR como el VAR demuestran
un rendimiento robusto en términos de predicción; sin embargo, el SVR tiende a generar
una media de error más alta y presenta algunos outliers que el VAR no produce.

Este comportamiento también se evidenció al ajustar las diferentes varianzas, con el
propósito de detectar si exist́ıa algún patrón que revelara una variación en la eficiencia
del SVR a medida que se incrementaba o redućıa la varianza. Aunque se probaron tres
escenarios (incluido el ya mostrado), no se observó una tendencia clara que sugiriera que
la eficiencia del modelo mejoraba o empeoraba sistemáticamente en función de los cambios
en la varianza. Con esto podemos concluir que el rendimiento del SVR es relativamente
estable frente a estas fluctuaciones, o que la varianza no es un factor determinante en
este contexto espećıfico. A continuación se muestran los gráficos de cajas para VAR(1)
con rezago 1 y σ2 =0.5 y σ2=9.

Figura 3.3. RMSE Train Figura 3.4. RMSE Test

Figura 3.5. RMSE Train Figura 3.6. RMSE Test
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En cuanto al costo computacional de ejecutar un modelo MSVR en comparación con
un VAR, se registraron los tiempos de procesamiento en segundos para cada iteración
y cada tamaño de muestra. Posteriormente, se calculó una razón entre el tiempo de
procesamiento y el tamaño de la muestra, con el fin de normalizar los resultados y evitar
penalizar a las muestras más grandes. Esto permite una comparación más justa entre
ambos modelos en términos de eficiencia computacional, independientemente del tamaño
de los datos. Finalmente se promedio esta razón por tamaño y por modelo y se obtuvieron
los siguientes resultados:

Figura 3.7. Revisión de tiempo de procesamiento de SVR vs VAR

Con esto encontramos que el costo computacional de los modelos MSVR y VAR
difieren significativamente y el tiempo del procesamiento del MSVR es mucho mayor.
Esto ocurre debido a la naturaleza de ambos algoritmos ya que el SVR tiene un costo
computacional elevado a causa de la necesidad de resolver un problema de optimización
que involucra la creación de un conjunto de vectores de soporte y el uso de kernels no
lineales en muchos casos. Con respecto al VAR la complejidad computacional es mucho
menor debido a que implica la estimación de un sistema de ecuaciones lineales. Aunque
el proceso puede ser computacionalmente exigente para sistemas de alta dimensión o con
muchos rezagos.

Los modelos SVR muestran una dispersión más amplia, especialmente con varianzas
más altas (como en el caso de la varianza 9.0), lo que sugiere que el tiempo de proce-
samiento del SVR es más inconsistente o más sensible a la varianza de los ruidos, en
comparación con los modelos VAR. Además, se observa una cantidad considerable de
valores at́ıpicos, particularmente en muestras de tamaño 500 o superior, lo que indica
que algunas iteraciones requirieron significativamente más tiempo que la mediana para
completarse, lo que refleja posibles fluctuaciones en la eficiencia del procesamiento en
estos casos.
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Además de la optimización de hiperparámetros utilizando la función Randomized-
SearchCV para el SVR, que ya de por śı aumenta el tiempo de procesamiento, es crucial
destacar que a medida que se ampĺıa la búsqueda de hiperparámetros, el tiempo requerido
también incrementa de forma significativa. Cuanto más extensa y detallada sea la grilla
de parámetros a explorar, mayor será el tiempo de computo necesario para evaluar cada
combinación, lo que impacta directamente en la duración total del proceso de ajuste del
modelo. Con la variable de razón entre el tiempo de procesamiento y el tamaño de muestra
no es evidente que a medida que se incrementa el número de datos o la dimensionalidad
del problema, el tiempo de entrenamiento del SVR crece considerablemente. Esto es
particularmente notorio si se utilizan kernels complejos o si hay un gran número de
vectores de soporte.

Luego de revisar las predicciones y el tiempo de procesamiento de los modelos, es
importante realizar un análisis de los hiperparámetros resultantes del ajuste del SVR.
Estos parámetros nos proporcionan información clave sobre el rendimiento del modelo y
si este se ajusta a nuestras expectativas. En particular, es importante examinar aspectos
como el número de vectores de soporte, el tipo de kernel utilizado, y otros hiperparáme-
tros relevantes, ya que estos ofrecen una visión más precisa sobre la complejidad y el
comportamiento del modelo.

Una de las principales ventajas del modelo SVR es su uso eficiente de los vectores de
soporte. Tal como se mencionó en el marco teórico, este modelo se distingue por utilizar
solo una parte de la información disponible para realizar sus predicciones, concentrándose
en aquellos datos que resultan relevantes para identificar patrones significativos. Con el
fin de visualizar mejor este proceso, se elaboraron gráficos de cajas por cada tamaño de
muestra para analizar la dispersión de los vectores de soporte seleccionados por el modelo.
A continuación se muestran los resultados:

Figura 3.8. Porcentaje de vectores de soporto, varianza =1

En la gráfica 3.8 vemos que el número de vectores de soporte disminuye a medida
que aumenta el tamaño de la muestra. Esto sugiere que, con más datos, el modelo
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SVR se vuelve más eficiente en la selección de puntos relevantes para la predicción,
requiriendo menos vectores de soporte para capturar los patrones subyacentes en los
datos. Este comportamiento es esperado, ya que con un mayor tamaño de muestra, el
modelo tiene más información para identificar patrones de forma precisa, reduciendo
la necesidad de usar mayor cantidad de información sin perder la precisión de la estimación.

Es importante destacar que, incluso con tamaños de muestra pequeños, en promedio
se utiliza como máximo el 40% de los vectores de soporte. Esto sugiere que el mode-
lo logra una eficiente selección de vectores relevantes, lo que puede indicar una mayor
capacidad de generalización al evitar un sobreajuste excesivo a los datos de entrenamiento.

Este mismo comportamiento se observa en los otros dos escenarios de varianza, donde
el número de vectores de soporte también disminuye conforme aumenta el tamaño de la
muestra. La siguiente tabla resume esta información por medio de un promedio de vectores
de soporte usados en cada tamaño de muestra y en cada escenario, destacando cómo el
modelo SVR optimiza el uso de vectores de soporte a medida que se le proporciona más
datos en diferentes niveles de varianza:

Tabla 3.2. Promedio de vectores de soporte utilizados por tamaño de muestra y varianza

Tamaño de muestra σ2 = 0.5 σ2 = 1 σ2 = 9

50 25% 28% 23%

200 16% 18% 16%

500 13% 16% 14%

1000 12% 13% 12%

5000 11% 10% 11%

Otro aspecto fundamental a validar en el desempeño del modelo es la elección del
kernel. Dado que sabemos que el modelo generador de datos es de naturaleza lineal, se
esperaŕıa que el modelo opte por el kernel lineal. Esto se debe a que los datos han sido
simulados utilizando una fórmula lineal, lo que implica que el kernel lineal debeŕıa ser capaz
de capturar eficazmente esas relaciones sin necesidad de transformaciones complejas. Para
validar esto se genera una tabla que contiene los tres escenarios de varianza, los diferentes
tamaño de muestra y el porcentaje de elección del kernel realizado por el modelo basado
en la grilla que hemos seleccionado, que para este caso se maneja:

• kernel lineal.

• kernel polinómico de grado 2 y 5.

• kernel RBF.

En la tabla 3.11 se puede observar que al menos en el 88% de los casos se elige el
kernel lineal en cada uno de los escenarios, lo cual sugiere que el modelo está reconociendo
correctamente la estructura subyacente de los datos y optando por una representación
que maximiza su eficacia predictiva. El resto de las elecciones podŕıa deberse a diversos
factores, como la variabilidad de los datos o la presencia de ruido que podŕıa influir en la
selección del modelo y hacer que el algoritmo opte por un kernel diferente, en un intento
por ajustarse mejor a esos casos particulares. Es por esta razón que se pueden encontrar
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Tabla 3.3. Porcentaje de elección del tipo de Kernel

Varianza Tamaño de muestra Lineal Polinómico RBF

0.5 50 88% 7% 5%

0.5 200 91% 7% 2%

0.5 500 96% 4% 0%

0.5 1000 97% 3% 0%

0.5 5000 98% 2% 0%

1 50 85% 8% 7%

1 200 96% 3% 1%

1 500 93% 5% 2%

1 1000 95% 5% 0%

1 5000 95% 3% 2%

9 50 81% 8% 11%

9 200 84% 12% 6%

9 500 86% 13% 1%

9 1000 92% 5% 3%

9 5000 95% 3% 2%

outliers en la predicción.

Finalmente, aunque no se presentará una revisión de los demás hiperparámetros (como
C, ϵ, etc.), es fundamental tener en cuenta la evaluación de estos durante las corridas.
Aunque el enfoque principal puede estar en la selección del kernel, la configuración
adecuada de los hiperparámetros también juega un papel crucial en el rendimiento general
del modelo. La elección de valores extremos en las grillas para estos hiperparámetros
puede ser un indicativo de que el rango de búsqueda actual no es suficiente. En tales
casos, es posible que el modelo no esté explorando completamente el espacio de soluciones,
lo que podŕıa llevar a un mal ajuste. Por lo tanto, una evaluación cuidadosa de los
hiperparámetros podŕıa revelar la necesidad de ampliar los rangos en las grillas, permi-
tiendo al modelo acceder a combinaciones que podŕıan mejorar su capacidad predictiva y
generalización.

Además, la interacción entre diferentes hiperparámetros puede influir en la forma en
que el modelo se adapta a los datos. Por ejemplo, ajustes en C pueden tener un impacto
significativo en la complejidad del modelo y en su capacidad para manejar el ruido
en los datos. Por ello, es recomendable realizar un análisis más detallado que incluya
la experimentación con distintos rangos y combinaciones de hiperparámetros también
basados en la literatura presentada en la metodoloǵıa.

Teniendo en cuenta los resultados competitivos en cuanto a las predicciones y, por
consiguiente, a los errores de las MSVR frente a los modelos VAR bivariados, a pesar
del mayor tiempo de procesamiento asociado con las MSVR, es necesario continuar
explorando otras variantes del modelo VAR. Por esto ahora se va a validar cuando el
rezago es mayor a 1.
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3.1.2. VAR(2) bivariado

Para validar y comprender el impacto del aumento en los rezagos del modelo VAR,
se utilizarán las mismas métricas empleadas previamente. En primer lugar, se evaluarán
los RMSE generados para cada una de las distintas varianzas. El análisis de los boxplots
muestra un patrón similar al observado con un rezago de 1: a medida que el tamaño
de la muestra aumenta, los modelos de máquinas de soporte vectorial se vuelven más
competitivos, llegando a tener un rendimiento muy cercano al del modelo VAR.

Sin embargo, se siguen observando outliers en las estimaciones del SVR, incluso con
muestras de mayor tamaño, lo que sugiere que este modelo sigue siendo sensible a varia-
ciones espećıficas en los datos. Estos outliers indican que, en ciertas iteraciones, el tiempo
de procesamiento o el rendimiento del SVR puede estar influenciado por factores que no
afectan al modelo VAR. Se recomienda realizar una validación exhaustiva de los datos
para identificar posibles causas de estas anomaĺıas. Al llevar a cabo dicha validación, se
descubrió que los valores at́ıpicos correspond́ıan a datos generados de manera inusual du-
rante el proceso de modelado, subrayando la importancia de un análisis más profundo para
asegurar la consistencia y precisión del modelo.

Figura 3.9. RMSE Train, var=0.5, rez=2. Figura 3.10. RMSE Test, var=0.5, rez=2.

Figura 3.11. RMSE Train, var=1, rez=2. Figura 3.12. RMSE Test, var=1, rez=2.

En las pruebas con tamaños de muestra pequeños (50 datos), se observa que las cajas
son más pequeñas en comparación con el conjunto de entrenamiento, lo que sugiere una
menor variabilidad en los resultados. Sin embargo, hay una mayor cantidad de valores
at́ıpicos, lo que indica que, aunque el modelo parece más ajustado, existen ciertos casos
donde el rendimiento es significativamente diferente, posiblemente debido a la sensibilidad
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Figura 3.13. RMSE Train, var=9, rez=2. Figura 3.14. RMSE Test, var=9, rez=2.

del modelo a particularidades en los datos de prueba.

Con respecto a tiempos computacionales se genera un promedio de la razón para
cada uno de las varianzas y modelos con el fin de determinar si el tiempo de procesa-
miento, tiene alguna afectación al aumentar la cantidad de información necesaria para la
predicción. Para facilitar la comparación, dado que los números eran muy pequeños, se
multiplicó la razón por 100. Esto nos proporciona lo siguiente:

Tabla 3.4. Tiempo computacional de VAR(2)

n σ2 Promedio de razón SVR Promedio de razón VAR

50 0.5 0.914942835 0.07240287
50 1 0.627097423 0.042390492
50 9 0.772811926 0.025123931

200 0.5 0.866043389 0.047877655
200 1 0.53934206 0.006243512
200 9 0.931191775 0.00324255

500 0.5 0.264434962 0.051326307
500 1 0.530432103 0.004726336
500 9 0.871765066 0.034509099

1000 0.5 0.332081876 0.000617269
1000 1 1.295794090 0.008909861
1000 9 1.880370362 0.059200048

5000 0.5 0.254840183 0.0249915214
5000 1 0.50591959 0.021136848
5000 9 1.635327631 0.080123163

A medida que n aumenta (de 50 a 5000), se observa que los promedios de la razón de
SVR tienden a aumentar, mientras que los promedios de la razón de VAR no muestran
un patrón tan claro y, en algunos casos, disminuyen significativamente. En general, parece
que mayores varianzas (σ2 = 9) tienden a resultar en promedios de razón más altos para
SVR en comparación con varianzas más pequeñas (σ2 = 0.5). Esto podŕıa indicar que
el modelo SVR se ve más afectado por la varianza en los datos cuando la cantidad de
rezagos es mayor a uno.
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Los valores promedio de la razón para el modelo VAR son consistentemente más bajos
que los del SVR, al igual que en el rezago uno. Esto sugiere que el modelo VAR(2) es
más eficiente en términos de tiempo computacional en los casos analizados, lo cual es un
aspecto relevante a considerar si el tiempo de procesamiento del modelo es un criterio
importante para el usuario. Además, se observan incrementos notables en el tiempo de
procesamiento del modelo SVR, atribuibles a ciertas iteraciones espećıficas en las que el
SVR tiene dificultades para converger.

En términos de vectores de soporte utilizados se observa que a medida que aumenta el
tamaño de la muestra, la proporción de vectores de soporte utilizados tiende a estabilizarse
alrededor del 30-31%. Contrario a lo visto en el VAR(1) aqui no hay un decrecimiento de
vectores de soporte, lo que sugiere que, independientemente del tamaño de la muestra, el
modelo tiende a utilizar una cantidad similar de vectores de soporte. Con respecto a la
varianza no parece tener un impacto significativo en el porcentaje de vectores de soporte
utilizados. Los porcentajes se mantienen relativamente constantes para cada tamaño de
muestra, independientemente de si la varianza es 0.5, 1 o 9.

Tabla 3.5. Promedio de vectores de soporte utilizados por tamaño de muestra y varianza para el
rezago 2.

Tamaño de muestra σ2 = 0.5 σ2 = 1 σ2 = 9

50 38% 42% 39%

200 31% 30% 29%

500 30% 30% 31%

1000 30% 29% 33%

5000 31% 30% 31%

Finalmente, en relación con la elección del kernel, se esperaŕıa que se utilizara un
kernel lineal, tal como ocurre en el modelo VAR(1). Esto se debe a que, aunque el modelo
incorpora dos rezagos, el modelo generador de datos subyacente es un VAR lineal. La
tabla 3.5 muestra que el kernel lineal es el más utilizado, con porcentajes que oscilan
entre el 75% y el 97%. Este hallazgo respalda la expectativa de que, dado el carácter
lineal del modelo generador de datos, el kernel lineal es la opción más adecuada. Además,
a medida que aumenta el tamaño de la muestra, la proporción de elecciones del kernel
lineal también tiende a incrementarse.

En el caso de los modelos VAR(2), se observa que, en tamaños de muestra pequeños,
el modelo tiende a confundir la estructura de los datos, lo que puede explicar la elección
del kernel RBF en estos casos. Asimismo, cuando la varianza es igual a 9, aunque el
kernel lineal sigue siendo el más seleccionado, se nota un ligero aumento en la proporción
de elecciones de kernels polinómico y RBF, especialmente en la muestra más pequeña
(50), donde el kernel RBF alcanza el 17%. Esto sugiere una mayor complejidad en la
estructura de los datos bajo condiciones de alta varianza. Es importante destacar que la
elección de kernels diferentes a los lineales puede aumentar el tiempo de cómputo, dado
que un kernel lineal tiende a ser más eficiente computacionalmente.
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Tabla 3.6. Porcentaje de elección del tipo de Kernel para el VAR(2)

Varianza Tamaño de muestra Lineal Polinómico RBF

0.5 50 81% 6% 13%

0.5 200 84% 2% 14%

0.5 500 91% 0% 9%

0.5 1000 93% 3% 4%

0.5 5000 94% 3% 3%

1 50 85% 6% 9%

1 200 93% 6% 1%

1 500 94% 4% 2%

1 1000 96% 4% 0%

1 5000 97% 3% 0%

9 50 75% 8% 17%

9 200 81% 12% 7%

9 500 80% 13% 7%

9 1000 91% 6% 3%

9 5000 94% 1% 5%

Con todo lo anterior, se puede concluir que al agregar un rezago adicional en el
modelo VAR, el SVR continúa mostrando un buen desempeño en cuanto a los errores. A
medida que aumenta el tamaño de la muestra, el error del SVR disminuye, hasta volverse
comparable con el del VAR. Sin embargo, el tiempo de cómputo del SVR sigue siendo
significativamente mayor en comparación con el VAR, y no se observa ninguna ganancia
en eficiencia al utilizar uno o dos rezagos. En cuanto a los vectores de soporte, no se
aprecia una disminución en su número a medida que aumenta el tamaño de la muestra,
a diferencia de lo que ocurŕıa en el modelo VAR(1), aunque si sigue utilizando un tercio
del total de los datos.

3.1.3. VAR (1) Trivariado

Con el objetivo de enriquecer el análisis previo, se procederá a validar los resultados
utilizando un modelo VAR trivariado, para uno rezago. Esta ampliación permitirá
investigar cómo la inclusión de una tercera variable influye en el comportamiento del
modelo, aśı como en el rendimiento del SVR en comparación con el VAR. Al incorporar
una dimensión adicional, se espera obtener una visión más completa de la dinámica entre
las variables y sus interacciones temporales. Además, se evaluarán las mismas métricas
como los errores de predicción, el tiempo de cómputo y la cantidad de vectores de soporte
utilizados, con el fin de determinar si las tendencias observadas en el modelo bivariado se
mantienen en este nuevo contexto.

En las siguientes gráficas se presentan los valores de RMSE correspondientes a las seis
combinaciones previamente descritas para el modelo VAR(1) trivariado. Estas gráficas
permiten visualizar y comparar el rendimiento del modelo en función de los diferentes
escenarios analizados.
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Figura 3.15. RMSE Train, var=0.5, rez=1. Figura 3.16. RMSE Test, var=0.5, rez=1.

Figura 3.17. RMSE Train, var=1, rez=1. Figura 3.18. RMSE Test, var=1, rez=1.

Figura 3.19. RMSE Train, var=9, rez=1. Figura 3.20. RMSE Test, var=9, rez=1.

Al revisar cada uno de los escenarios corridos, se sigue visualizando el comportamiento
observado en los modelos VAR(1) y VAR(2) bivariados, es decir, el modelo VAR presenta
un rendimiento más estable en cuanto a los errores (RMSE) tanto en el conjunto de
entrenamiento como en el de prueba. El SVR, por su parte, muestra mayores dificultades
para ajustarse a los datos, especialmente cuando el tamaño de la muestra es pequeño,
lo que genera más variabilidad en sus predicciones. Esta variabilidad es notable en las
cajas de los diagramas de caja (boxplots), donde las cajas del SVR son más amplias y
las observaciones más dispersas en comparación con el VAR, lo que indica una menor
precisión en el ajuste del modelo cuando los datos son limitados.

Sin embargo, a medida que el tamaño de la muestra aumenta, ambos modelos
comienzan a comportarse de manera más comparable. La diferencia en la estabilidad de
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los errores se reduce, aunque el VAR sigue mostrando una ligera ventaja en términos de
consistencia. Particularmente, el tamaño de las cajas en las muestras pequeñas para el
SVR es de los más grandes que hemos visto al compararlo con los modelos bivariados.
Esto sugiere que, en presencia de más variables y series más pequeñas, el SVR enfrenta
mayores dificultades para capturar las relaciones entre las variables, lo que incrementa la
variabilidad de sus predicciones. A medida que aumenta el tamaño de la muestra, esta
dispersión disminuye, pero sigue siendo un factor a considerar, especialmente cuando se
trabaja con muestras reducidas y sistemas aún más complejos.

También se hace la revisión de tiempo computacional, el cual se describe en la tabla
3.7. Aqúı se sigue observando que el tiempo de cómputo para SVR es significativamente
mayor que el tiempo de cómputo para VAR, especialmente cuando el tamaño de la muestra
es grande. Por ejemplo, en los tamaños de muestra de 500 y 1000, los tiempos de SVR
alcanzan valores extremadamente altos (por encima de 50 unidades en algunos casos),
mientras que los tiempos para VAR se mantienen muy bajos (alrededor de 0.001 segundos
por razón). También es importante que a medida que el tamaño de la muestra aumenta,
los tiempos de SVR aumentan de manera exponencial, lo que podŕıa ser un claro indicio de
que este modelo enfrenta problemas de adaptabilidad con conjuntos de datos más grandes.
Por otro lado, el modelo VAR, como hemos observado en el resto de escenarios, se muestra
estable frente a variaciones en la varianza y el tamaño de la muestra.

Tabla 3.7. Tiempo computacional de VAR(1) Trivariado

n σ2 Promedio de razón SVR Promedio de razón VAR

50 0.5 0.224 0.004
50 1 0.219 0.009
50 9 0.184 0.005

200 0.5 0.210 0.001
200 1 0.176 0.002
200 9 0.163 0.001

500 0.5 2.636 0.001
500 1 2.430 0.002
500 9 2.573 0.001

1000 0.5 3.001 0.001
1000 1 3.357 0.002
1000 9 6.646 0.002

5000 0.5 4.560 0.02
5000 1 4.034 0.02
5000 9 4.901 0.02

Ahora, con respecto a los vectores de soporte se observa en la gráfica 3.21 que entre
más complejo es el modelo utilizado mayor cantidad de vectores de soporte son necesarios
para el modelamiento, ahora es necesario el uso de en promedio del 40% de los datos. Un
hallazgo interesante es que, en el tamaño de muestra más pequeño, el rango de la caja del
porcentaje de vectores de soporte es considerablemente amplio, lo que también se refleja
en el RMSE en comparación con los demás tamaños. Esto sugiere que la inestabilidad en
la selección de los vectores de soporte, junto con el uso limitado de información para el
modelado, resulta en errores más significativos. Con respecto a la generalidad del uso de
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vectores de soporte el crecimiento del porcentaje de estos puede ser una respuesta a la
complejidad inherente del problema, lo que mejora la estabilidad y la generalización del
modelo.

Figura 3.21. Porcentaje de vectores de soporte, varianza =1

Para validar si la selección de los vectores de soporte y, en consecuencia, el aumento
en el RMSE para tamaños de muestra pequeños están influenciados por el tipo de
kernel elegido por el modelo, se presenta un resumen en la tabla 3.8. En esta tabla,
podemos observar que, efectivamente, para el tamaño de muestra más pequeño y en
todas las varianzas, se optó por un kernel diferente al lineal, siendo el kernel RBF
el más comúnmente seleccionado. Esta elección sugiere que, en escenarios con mues-
tras limitadas, el kernel RBF puede proporcionar una mayor flexibilidad y capacidad
de adaptación a la complejidad de los datos, lo que podŕıa ayudar a mitigar el impac-
to negativo de la escasez de información, aunque se ven afectada la precisión en predicción.

Para el resto de tamaños de muestras, el kernel lineal es el seleccionado para modelar.
Esto sugiere que, a medida que se incrementa el tamaño de la muestra, el modelo se bene-
ficia de la simplicidad y la interpretabilidad que ofrece el kernel lineal. La estabilidad de
este kernel en conjuntos de datos más grandes puede ser indicativa de que las caracteŕısti-
cas lineales de los datos se vuelven más prominentes, lo que permite al modelo capturar
de manera efectiva las relaciones subyacentes sin necesidad de la complejidad adicional
que requieren otros kernels. Esta tendencia se puedo validar también en los 50 escenarios
simulados en el VAR Bivariado.
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Tabla 3.8. Porcentaje de elección del tipo de Kernel para el VAR(1) Trivariado

Varianza Tamaño de muestra Lineal Polinómico RBF

0.5 50 36% 10% 54%

0.5 200 94% 1% 5%

0.5 500 96% 1% 3%

0.5 1000 97% 1% 2%

0.5 5000 99% 0% 1%

1 50 41% 12% 47%

1 200 89% 2% 9%

1 500 98% 2% 0%

1 1000 96% 4% 0%

1 5000 98% 2% 0%

9 50 35% 9% 56%

9 200 96% 0% 4%

9 500 94% 6% 0%

9 1000 94% 6% 0%

9 5000 94% 1% 5%

3.1.4. VAR (2) Trivariado

Finalmente, para concluir la revisión de los modelos de la familia VAR, se evaluará
el desempeño del SVR en el contexto de un modelo VAR trivariado con rezago 2. Esta
evaluación se llevará a cabo de manera similar a las revisiones de los modelos anteriores,
con el objetivo de descubrir información adicional que pueda enriquecer nuestro análisis.
A continuación se muestran las gráficas de los RMSE por varianza y por entrenamiento y
tamaño de muestra:

Figura 3.22. RMSE Train, var=0.5, rez=2. Figura 3.23. RMSE Test, var=0.5, rez=2.

De estas gráficas, podemos confirmar lo que se ha observado anteriormente: a medida
que aumenta el tamaño de la muestra, el SVR se vuelve más competitivo en comparación
con los modelos clásicos. Este comportamiento destaca la capacidad del SVR para
adaptarse a datos más amplios y complejos, lo que le permite mejorar su precisión y
efectividad en las predicciones. Sin embargo, también se pueden identificar outliers en
las predicciones, especialmente en el caso del SVR. Estos outliers indican que, aunque el
modelo se vuelve más robusto con muestras más grandes, aún puede verse influenciado
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Figura 3.24. RMSE Train, var=1, rez=2. Figura 3.25. RMSE Test, var=1, rez=2.

Figura 3.26. RMSE Train, var=9, rez=2. Figura 3.27. RMSE Test, var=9, rez=2.

por valores extremos que pueden distorsionar su rendimiento.

En relación con el tiempo de procesamiento, la tabla 3.9 confirma lo que ya hemos
observado previamente: el SVR tiende a requerir un mayor tiempo de procesamiento,
mientras que el modelo VAR muestra una gran estabilidad en este aspecto. Además, es im-
portante considerar las implicaciones prácticas de estas diferencias. En escenarios donde el
tiempo es un factor cŕıtico, como en aplicaciones en tiempo real o en entornos con recursos
computacionales limitados, el uso de modelos más rápidos y estables como el VAR puede
ser preferible. Por otro lado, en situaciones donde se dispone de tiempo y recursos ade-
cuados, y donde la precisión es prioritaria, el SVR puede ser una opción valiosa a explorar.

En relación con los vectores de soporte, la tabla 3.10 muestra el promedio utilizado
por el modelo, lo cual resulta sorprendente al compararlo con el VAR(1) trivariado. En
este último, se emplea aproximadamente el 20% del total de la información, en contraste
con el 40% que se utiliza en el modelo anterior. Esta diferencia puede atribuirse a varios
factores relacionados con la estructura del modelo y la dinámica de los datos. Uno de
los factores es que la inclusión de rezagos adicionales en el modelo VAR puede mejorar
su estabilidad, permitiéndole ajustarse de manera más efectiva a las variaciones en los
datos. Esto puede traducirse en un menor número de vectores de soporte necesarios para
alcanzar un rendimiento óptimo, ya que el modelo tiene una mayor flexibilidad para
adaptarse a diferentes patrones. Además, con la incorporación de más información y
rezagos, el modelo puede volverse menos sensible a los outliers.
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Tabla 3.9. Tiempo computacional de VAR(2) Trivariado

n σ2 Promedio de razón SVR Promedio de razón VAR

50 0.5 0.18 0.00
50 1 0.18 0.01
50 9 0.18 0.01

200 0.5 0.10 0.01
200 1 0.10 0.01
200 9 0.09 0.01

500 0.5 3.65 0.01
500 1 3.87 0.01
500 9 3.53 0.01

1000 0.5 3.00 0.04
1000 1 3.36 0.04
1000 9 6.65 0.04

5000 0.5 4.73 0.07
5000 1 4.47 0.06
5000 9 7.20 0.07

Es importante señalar que el VAR(1) trivariado también presentó el mayor error
cuadrático medio (RMSE) de todos los modelos revisados, lo que indica que, a pesar
de su uso de un mayor porcentaje de datos, su desempeño no fue tan efectivo como se
esperaba. Esto resalta la complejidad en la elección del modelo y la importancia de consi-
derar no solo la cantidad de datos utilizados, sino también la estructura del modelo y su
capacidad para manejar la variabilidad en los datos.

Tabla 3.10. Promedio de vectores de soporte utilizados por tamaño de muestra y varianza para
el rezago 2.

Tamaño de muestra σ2 = 0.5 σ2 = 1 σ2 = 9

50 19% 20% 18%

200 19% 20% 20%

500 19% 19% 19%

1000 19% 20% 20%

5000 18% 19% 19%

Finalmente, en relación con la elección del kernel, este modelo se alinea con los supues-
tos validados en los otros casos, donde predominan las selecciones del kernel lineal. Sin
embargo, en tamaños de muestra pequeños, a pesar de que el kernel lineal sigue siendo la
opción más frecuente, el modelo enfrenta limitaciones debido a la escasez de datos dispo-
nibles para su perfilado. Por esta razón, el kernel RBF es seleccionado en esos casos. No
obstante, a medida que la cantidad de datos aumenta, la preferencia por el kernel lineal
se vuelve más marcada, indicando que el modelo se beneficia de una mayor cantidad de
información para ajustar sus predicciones de manera efectiva, como ya hemos mencionado
anteriormente.

Con todas estas validaciones y considerando que, en general, los resultados fueron muy
similares, a excepción del VAR(1) trivariado, podemos concluir que el SVR está realmente
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Tabla 3.11. Porcentaje de elección del tipo de Kernel para el VAR(2) Trivariado

Varianza Tamaño de muestra Lineal Polinómico RBF

0.5 50 87% 2% 11%

0.5 200 91% 6% 3%

0.5 500 96% 4% 0%

0.5 1000 97% 3% 0%

0.5 5000 97% 3% 0%

1 50 86% 6% 8%

1 200 95% 4% 1%

1 500 94% 4% 2%

1 1000 96% 4% 0%

1 5000 95% 4% 1%

9 50 82% 4% 14%

9 200 97% 2% 1%

9 500 91% 7% 2%

9 1000 92% 8% 0%

9 5000 96% 3% 1%

aprendiendo y identificando patrones en los datos para generar un modelo efectivo.
Además, se observó que, a mayor tamaño de muestra, el rendimiento del SVR mejora
significativamente. Por lo tanto, esta será nuestra primera recomendación: aumentar el
tamaño de la muestra para optimizar el desempeño del modelo.

3.2. Modelo caminata aleatoria

Basados en lo anterior, se ha decidido generar un modelo de caminata aleatoria, que es
un proceso estocástico en el cual las observaciones son independientes entre śı. En nuestro
caso, asumimos que las observaciones siguen una distribución normal bivariada con media
igual a 0 y varianza igual a 1. El objetivo de modelar y evaluar el desempeño del SVR en
un contexto de caminata aleatoria es validar la robustez del modelo y comprobar la validez
de los resultados obtenidos en otros modelos. Este enfoque proporciona una referencia
para evaluar cómo funciona el modelo con la aleatoriedad y la independencia de las
observaciones, lo que es fundamental para garantizar la confiabilidad de las conclusiones.

Siguiendo la misma estructura previamente presentada, comenzamos validando
el RMSE a través de diferentes tamaños de muestra. Se ajustaron tanto un modelo
VAR como un modelo SVR para los datos, encontrando que, tanto en el conjunto de
entrenamiento (figura 3.28) como en el conjunto de prueba (figura 3.29), se evidencia
una tendencia diferente a la observada en los modelos VAR previos. En este caso,
el RMSE para el SVR crece de forma exponencial, lo cual contrasta con el comporta-
miento más estable del VAR, sugiriendo que el SVR no logra aprender nada de estas series.

Este hecho es realmente importante, ya que refleja el comportamiento que uno
esperaŕıa de un modelo bien calibrado. La caminata aleatoria es, por definición, un



CAPÍTULO 3. REVISIÓN DEL DESEMPEÑO ENTRE MODELOS TEÓRICOS Y MSVR 40

Figura 3.28. RMSE en modelo de caminata
aleatoria para train

Figura 3.29. RMSE en modelo de caminata
aleatoria para test

proceso completamente aleatorio, sin patrones, tendencias ni autocorrelaciones que un
modelo pueda aprender o predecir. Si un modelo SVR estuviera “aprendiendo”de datos
aleatorios, implicaŕıa que está sobreajustado, es decir, tratando de identificar patrones
donde no los hay, lo cual seŕıa un comportamiento no deseado.

Por el contrario, el hecho de que el SVR no aprenda de estos datos es un indicativo
de que el modelo está reconociendo correctamente la ausencia de patrones y no está
intentando ajustar fluctuaciones aleatorias, lo que es positivo. En cuanto a las pre-
dicciones del VAR, su comportamiento también es coherente con la naturaleza de los
procesos aleatorios y la manera en que este modelo funciona: al no encontrar relaciones
significativas entre las observaciones, tiende a generar predicciones cercanas a la media
(en este caso, 0) con poca variabilidad.

Esto explica por qué el VAR predice valores cercanos al promedio de la serie. Dado
que la caminata aleatoria tiene una media de 0, las predicciones tienden a concentrarse
en torno a ese valor, lo que resulta en predicciones pequeñas y estables. No es que el VAR
esté modelando los datos aleatorios, sino que simplemente no tiene patrones que seguir,
lo que hace que las predicciones permanezcan limitadas y coherentes con la naturaleza de
las caminatas aleatorias.

Siguiendo con la revisión del comportamiento del modelo SVR, es crucial analizar
qué sucede con los vectores de soporte cuando el RMSE aumenta de manera exponencial
Lo que se observa en la figura 3.30 que, a medida que el tamaño de la muestra crece,
la cantidad de vectores de soporte disminuye, lo que indica que el modelo necesita de
más información para intentar ajustarse a los datos cuando estos carecen de patrones.
Sin embargo, al llegar a muestras muy grandes en un contexto de aleatoriedad, el
porcentaje de vectores de soporte puede llegar a 0%, lo que implica que el modelo
requiere utilizar toda la información disponible para tratar de hacer predicciones. Este
comportamiento refleja la incapacidad del SVR para extraer patrones significativos en los
datos completamente aleatorios, ya que al no haber estructura en los datos, el modelo no
puede reducir la cantidad de vectores de soporte sin comprometer su rendimiento, lo que
explica el aumento en el RMSE.
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Figura 3.30. Porcentaje de vectores de soporte para el modelo de caminata aleatoria

Al revisar el tiempo promedio que toman tanto el VAR como el SVR para ajustar el
modelo, se puede observar en la tabla 3.12 que el VAR continúa mostrando una notable
eficiencia, con tiempos de procesamiento prácticamente insignificantes. Esto resalta la
estabilidad computacional del modelo VAR, independientemente del tamaño de la muestra.

Tabla 3.12. Tiempo computacional del modelo de caminata aleatoria

n Promedio de razón SVR Promedio de razón VAR

50 0.17 0.00

200 0.09 0.00

500 0.02 0.00

1000 0.01 0.00

5000 0.02 0.00

Por otro lado, aunque el SVR sigue requiriendo más tiempo de cómputo, la diferencia
entre ambos modelos se vuelve más manejable conforme aumenta el tamaño de la muestra.
Sin embargo, este comportamiento puede explicarse en parte por la falta de aprendizaje
significativo del SVR cuando se trabaja con series de caminata aleatoria, lo que contribuye
a su ineficiencia en este contexto. Esta falta de patrones claros para modelar hace que el
SVR no mejore tanto su rendimiento, lo cual contrasta con su complejidad computacional
que, a pesar de reducirse con muestras mayores, sigue siendo considerable en comparación
con el VAR.

Finalmente en la elección del kernel para modelar la caminata aleatoria, los re-
sultados de la tabla 3.13 indican que el SVR está seleccionando apropiadamente el
kernel lineal, confirmando que el modelo reconoce la aleatoriedad de los datos y evita el
sobreajuste. Esto es un signo positivo, ya que indica que el modelo no está intentando
ajustar datos aleatorios a patrones inexistentes pasando por transformaciones innecesarias.
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Tabla 3.13. Porcentaje de elección del tipo de Kernel para el VAR(2) Trivariado

Tamaño de muestra Lineal Polinómico RBF

50 82% 14% 4%

200 88% 12% 0%

500 84% 15% 1%

1000 78% 21% 1%

5000 78% 21% 1%

Después de analizar y resaltar los beneficios y desventajas del desempeño del SVR en
datos multivariados derivados de modelos lineales como el VAR, es fundamental explorar
otros enfoques de modelado para seguir ampliando y poniendo a prueba la efectividad de
las máquinas de soporte vectorial.

3.3. VEC

Los modelos VEC son particularmente útiles en el análisis de series que presentan
relaciones de cointegración, permitiendo capturar tanto las dinámicas a corto plazo
como las tendencias a largo plazo entre las variables. Esta capacidad de modelar las
interacciones y correcciones de error entre series relacionadas podŕıa complementar los
hallazgos obtenidos con SVR, ofreciendo una perspectiva más completa y robusta. Por lo
tanto, en esta sección, nos enfocaremos en revisar y evaluar el desempeño de las máquinas
de soporte vectorial en datos generados por modelos VEC, explorando su capacidad
para abordar los desaf́ıos que presentan las series de tiempo multivariadas en contextos
similares.

Para explorar esta capacidad, se utilizaron dos modelos bases:

• Modelo VEC Bivariado con una relación de cointegración.

• Modelo VEC Trivariado con una y dos relaciones de cointegración.

Además, para cada uno de los ejemplos, se comparó con un modelo VAR diferenciado
con el objetivo de evaluar de manera justa el desempeño del SVR.

3.3.1. VEC Bivariado

Para poder simular las series VEC Bivariadas con una relación de cointegración la
matriz de cointegración (que genera un modelo estacionario) fue la siguiente:

ϕ =

[
0.7792 0.4147
0.4147 0.2207

]
.

Recordemos que la matriz ϕ representa relaciones de cointegración entre las variables
en el sistema. Cada elemento ϕij de la matriz indica la influencia que tiene la variable
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j sobre la variable i en el largo plazo. Es aśı, que se revisarán primeros los RMSE de
cada uno de los tres modelos con los cinco tamaños de muestra, para esto tenemos a
continuación las gráficas en entrenamiento y de prueba.

Figura 3.31. RMSE en train para VEC Bi-
variado

Figura 3.32. RMSE test para VEC Bivaria-
do

El aumento del RMSE en el modelo SVR al compararlo con el modelo VEC o el VAR
diferenciado, especialmente al aumentar el tamaño de muestra, puede deberse a varias
razones, entre las que puede estar el sobreajuste, donde el modelo se ajusta demasiado
a las fluctuaciones espećıficas del conjunto de entrenamiento en lugar de generalizar
bien en el conjunto de prueba. Otra razón podria ser a que los modelos VEC tienen
patrones complejos, que el SVR podŕıa no capturar adecuadamente, especialmente si no
se seleccionan o ajustan adecuadamente los hiperparámetros.

Debido a este resultado debemos también validar la elección del kernel en SVR para
entender si existe o no alguna influencia en cómo el modelo se ajusta a los datos. Si el
kernel no es adecuado para la estructura de los datos, podŕıa resultar en un rendimiento
deficiente. Por esta razón, en la tabla 3.14 se observa la elección del kernel, que inicia en
mayor medida siendo lineal (que es lo que se esperaŕıa) y que a medida que aumenta el
tamaño de muestra, también cambia entre el lineal y polinómico.

Tabla 3.14. Porcentaje de elección del tipo de Kernel para el VEC Bivariado

Tamaño de muestra Lineal Polinómico RBF

50 84% 14% 2%
200 83% 17% 0%
500 69% 25% 6%
1000 55% 39% 6%
5000 68% 29% 3%

Lo anterior indica que, a medida que aumenta la cantidad de datos, el modelo
puede perder de vista la estructura lineal subyacente, lo que lo lleva a explorar otros
kernels en un intento de adaptarse mejor a la complejidad de los datos. Esta confusión
resalta la importancia de seleccionar un kernel que se ajuste a la naturaleza del proble-
ma, ya que un cambio inapropiado puede afectar negativamente el rendimiento del modelo.



CAPÍTULO 3. REVISIÓN DEL DESEMPEÑO ENTRE MODELOS TEÓRICOS Y MSVR 44

En ĺınea con lo anterior, también es evidente (en la tabla 3.14) la falta de precisión y
la incapacidad del SVR para modelar adecuadamente ciertos comportamientos, dado que
el promedio del uso de vectores de soporte es muy bajo. En otras palabras, el modelo no
está aprovechando de manera efectiva los vectores de soporte disponibles, lo que limita su
capacidad de capturar patrones complejos en los datos.

Tabla 3.15. Promedio de vectores de soporte utilizados por tamaño de muestra y varianza para
modelo VEC.

Tamaño de muestra Promedio de Vectores de soporte

50 6%

200 1%

500 0%

1000 0%

5000 0%

Esto plantea varios interrogantes sobre si estamos cometiendo algún error al configurar
la grilla de hiperparámetros seleccionados. Dado que sabemos que el modelo VEC se basa
en un enfoque lineal, forzaremos al SVR a utilizar únicamente el kernel lineal. Esto nos
permitirá comenzar a perfilar el modelo y resaltar la importancia de conocer y explorar
a fondo los datos para una correcta modelización. Con este cambio en hiperpárametros
obtenemos los siguientes resultados:

Figura 3.33. RMSE en train para VEC
Bivariado- Kernel lineal

Figura 3.34. RMSE test para VEC
Bivariado-kernel lineal

Tabla 3.16. Promedio de vectores de soporte utilizados por tamaño de muestra y varianza para
modelo VEC-Kernel lineal.

Tamaño de muestra Promedio de Vectores de soporte

50 8%

200 3%

500 1%

1000 0%

5000 0%

En términos generales, los resultados siguen mostrando patrones similares a los
obtenidos cuando se dejó la grilla de hiperparámetros abierta. Esto nos lleva a concluir
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que, en su configuración actual, el SVR no es capaz de aprender de manera efectiva
en modelos con cointegración. Es probable que el SVR no logre capturar las relaciones
a largo plazo entre las variables que son fundamentales en los modelos cointegrados.
Ante esta limitación, se recomienda continuar explorando diferentes combinaciones de
hiperparámetros dentro de la grilla, aśı como probar con otros tipos de kernels o enfoques
que puedan mejorar la capacidad del modelo para adaptarse a las caracteŕısticas de los
datos cointegrados.

3.3.2. VEC Trivariado

Para continuar con la construcción de modelos VEC, dado que las máquinas de
soporte vectorial no logran capturar adecuadamente este tipo de relaciones, se procederá
a revisar un modelo VEC trivariado con una y dos relaciones de cointegración. Esto
permitirá validar si se observan comportamientos similares a los del modelo VEC bivariado.

Las matriz ϕ que generó los VEC trivariados con una relación de cointegración fue la

siguiente: ϕ =

 0.0171 −0.0579 −0.1161
−0.05798 0.2207.9965 −0.0068
−0.1161 −0.0068 0.9862

 .

Las matriz ϕ que generó los VEC trivariados con dos relación de cointegración fue la

siguiente: ϕ =

 0.3881 −0.4375 0.2146
−0.4375 0.4931 −0.2419
0.2146 −0.2419 0.1186

 .

A continuación se mostrará el RMSE tanto en entrenamiento como en prueba, para
ambos modelos.

Figura 3.35. RMSE en train para VEC
Trivariado- 1 relación.

Figura 3.36. RMSE test para VEC
Trivariado-1 relación.

En el análisis del VEC trivariado con ambos relaciones de cointegración, se observa
un comportamiento similar al del VEC bivariado. En particular, el modelo SVR presenta
un crecimiento exponencial en el RMSE a medida que aumenta el tamaño de la muestra,
mientras que el VEC trivariado muestra un rendimiento más estable. Esto sugiere que,
con el aumento del tamaño de la muestra, el SVR puede estar capturando más ruido
que señales relevantes, lo que contribuye al incremento del error, tal y como veiamos
con el modelo de caminata aleatoria. Por otro lado, el VEC está diseñado para gestionar
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Figura 3.37. RMSE en train para VEC
Trivariado- Dos relaciones

Figura 3.38. RMSE test para VEC
Trivariado- Dos relaciones.

relaciones de cointegración y corregir errores, lo que le confiere una mayor robustez en
este contexto, ya que es su modelo generador.

Vuelve a surgir la duda sobre si los SVR no estan optimizando adecuadamente sus
hiperparámetros (como el parámetro de regularización y el tipo de kernel) para el aumento
en el tamaño de la muestra. Esto podŕıa resultar en un modelo que se ajusta demasiado
a los datos de entrenamiento, causando un aumento en el error en datos no vistos. Esto
resalta la importancia de seleccionar el modelo correcto en función de la estructura de los
datos y la naturaleza de las relaciones que estamos tratando de modelar. Con esta base,
ahora podemos dirigir nuestra atención al modelo MSETAR, explorando cómo puede
ofrecer una perspectiva adicional en el análisis de series temporales y en la modelización
de dinámicas no lineales.

3.4. MSETAR

Finalmente se hace la validación de un modelo no lineal el cual es un modelo MSE-
TAR generado con la siguiente información: Las matrices de coeficientes ϕ1 y ϕ2 son las
siguientes:

ϕ1 =

(
0.5 0.7
0.3 0.2

)

ϕ2 =

(
0.4 0.6
0.5 −0.5

)
Las matrices de covarianza σ1 y σ2 son la matriz identidad. Con respecto con media
vectorial igual a 0. El retardo para las dos series es delay = {2, 2}, y los ĺımites de ajuste
del modelo son Trim = {0.2, 0.8}, con un umbral de 0.

Con estos parámetros que construyen el modelo se realiza la revisión de SVR versus el
modelo MSETAR y el modelo VAR.

Aqúı observamos resultados similares a los obtenidos con el modelo VAR, en los que,
al aumentar el tamaño de la muestra, los modelos SVR demuestran ser competitivos
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Figura 3.39. RMSE en train para MSE-
TAR

Figura 3.40. RMSE test para MSETAR.

en comparación con el modelo base. Este análisis incluye una comparación directa con
el modelo VAR, con el fin de identificar si existe una mejora significativa en el rendimiento.

Es crucial destacar que, dado que la función bajo estudio no es completamente no
lineal, los beneficios del SVR se vuelven más evidentes. Esto se debe a que las ecuaciones
que describen los distintos reǵımenes no presentan una clara separación ni definen con
precisión los cambios entre los mismos. Esta falta de definición y de no linealidad limita
la efectividad del VAR para capturar con precisión la dinámica de los datos. En cambio,
el SVR, al ser más flexible y capaz de manejar estructuras no lineales, muestra una mejor
adaptación en escenarios donde las relaciones entre las variables no son lineales de manera
estricta.

Sin embargo, es importante aclarar que el SVR no alcanza el mismo nivel de compe-
titividad que el modelo MSETAR, ya que la media y el rango de los boxplots del SVR
están por encima de los del MSETAR. El MSETAR, al ser un modelo espećıficamente
diseñado para capturar dinámicas de cambio de régimen y no linealidades marcadas,
generalmente tiene un mejor rendimiento en escenarios donde los reǵımenes están bien
diferenciados y las transiciones entre ellos son más abruptas.

El SVR, a pesar de ser eficaz en la captura de relaciones no lineales y complejas,
puede verse limitado en comparación con el MSETAR cuando los datos presentan una
estructura de régimen claramente definida. Esto se refleja en los boxplots, donde el
MSETAR suele mostrar una media más baja y una menor dispersión, lo que indica mayor
precisión y estabilidad en sus predicciones. A pesar de estas limitaciones, el SVR sigue
siendo una opción robusta y válida en contextos donde las no linealidades son más sutiles
o cuando no hay una clara separación entre reǵımenes. Su flexibilidad y capacidad de
generalización lo hacen adecuado para una variedad de problemas donde las relaciones
entre variables no son fácilmente modelables por métodos lineales o de cambio de régimen
estrictamente definidos.

En resumen, aunque el modelo VAR logra ajustarse a los datos en ciertos escenarios,
el SVR ofrece un rendimiento superior, particularmente cuando la no linealidad y la falta
de separación clara entre reǵımenes son factores predominantes. Este comportamiento
refuerza la ventaja de utilizar SVR en contextos donde se busca capturar relaciones
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más complejas y donde los modelos lineales tradicionales como el VAR pueden no ser
suficientes para reflejar la verdadera dinámica de los datos.

En relación con los kernels seleccionados por el SVR para modelar comportamientos
no lineales, como se observa en la tabla 3.17, hay una tendencia notable hacia el uso del
kernel polinómico a medida que aumenta el tamaño de la muestra. Esta preferencia puede
explicarse por el hecho de que, con un mayor volumen de datos, el SVR se vuelve más
capaz de identificar la no linealidad en los datos. A medida que la cantidad de información
disponible aumenta, el modelo puede captar mejor las variaciones no lineales y, por lo
tanto, ajustar de manera más efectiva su predicción.

Tabla 3.17. Porcentaje de elección del tipo de Kernel para el MSETAR

Tamaño de muestra Lineal Polinómico RBF

50 84.00% 14.00% 2.00%
200 83.00% 17.00% 0.00%
500 69.00% 25.00% 6.00%
1000 55.00% 39.00% 6.00%
5000 68.00% 29.00% 3.00%

El RMSE del modelo SVR tiende a decrecer al utilizar el kernel polinómico, lo que
indica que este kernel es más adecuado para capturar la no linealidad en los datos
a medida que se dispone de más información, que es lo esperable. En comparación,
otros kernels, como el lineal, pueden no ser suficientes para modelar adecuadamente la
complejidad de los datos, lo que se traduce en un mayor error de predicción. Esta dinámi-
ca sugiere que, en entornos con datos extensos y variados, es fundamental considerar
kernels que puedan adaptarse mejor a la estructura no lineal de los datos. Aqúı en-
tonces se recomienda nuevamente hacer una exploración a la grilla de los hiperpárametros.
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Aplicación en datos reales

Para validar los hallazgos anteriores, tanto las ventajas como las limitaciones de las
máquinas SVR, se llevará a cabo un estudio de caso. Este análisis permitirá explorar
cómo funciona el SVR cuando no se conoce el modelo exacto del que provienen los datos.
Al abordar un escenario donde la estructura subyacente de los datos es desconocida,
podremos evaluar la capacidad del SVR para adaptarse a situaciones del mundo real y
analizar su rendimiento frente a modelos más tradicionales.

Para esto vamos a trabajar con un set de datos bivariados de los componentes del viento
de una zona de Texas, en Estados Unidos. Los datos vienen de una red de estaciones me-
teorológicas de Texas llamada West Texas Mesonet (https://www.mesonet.ttu.edu/latest-
obs). En particular, para esta aplicación los datos se recolectan por medio de una estación
que registra el valor de variables meteorológicas a una frecuencia de 1 minuto o de 5 minu-
tos. Luego con esto se promediaron las observaciones para obtener el resultado para cada
hora. Las variables elegidas son :

• Velocidad horizontal, u comp: Es la componente principal y mide qué tan rápido
se desplaza el aire en un plano horizontal. Se expresa generalmente en metros por
segundo (m/s), kilómetros por hora (km/h), o nudos (nautical miles per hour).

• Velocidad vertical, v comp:Aunque el viento generalmente se asocia con el movi-
miento horizontal, también existe una componente vertical, que se refiere al ascenso
o descenso del aire. Es común en fenómenos como las corrientes térmicas o la con-
vección.

Teniendo esto en cuenta, se procederá de la manera habitual al trabajar con series
de tiempo multivariadas, siguiendo los pasos estándar para el análisis y modelado de
datos temporales. Este enfoque incluirá la preprocesamiento de los datos, la identificación
de relaciones entre variables, y la evaluación de modelos que permitan capturar tanto
las dependencias temporales como las interacciones entre las variables, ajustando aśı el
modelo para obtener las mejores predicciones posibles.

49
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4.0.1. Estad́ıstica descriptiva de los datos

Para comenzar, realizaremos un análisis descriptivo de los datos, incluyendo la
revisión de las series, promedios y otras métricas relevantes. En la figura 4.1, se presenta
la tendencia de ambas variables a lo largo del tiempo. El conjunto de datos abarca un
peŕıodo de dos años, desde el 1 de enero de 2016 a las 00:00, con registros horarios, lo que
suma un total de 17542 observaciones por variable.

Figura 4.1. Tendencia de las variables de estudio

De forma general las dos series presentan variaciones significativas a lo largo del tiem-
po, con oscilaciones que sugieren cambios en las condiciones meteorológicas. Inicialmente,
la velocidad horizontal muestra valores positivos, alcanzando un pico en las primeras
horas del primer d́ıa. Sin embargo, hay un cambio notable hacia valores negativos en
horas posteriores. Esta serie parece experimentar periodos de estabilidad y de cambios
abruptos, lo que podŕıa indicar influencias externas, como frentes fŕıos o tormentas que
afectan la dirección y velocidad del viento.

Con respecto a la componente vertical del viento también muestra un rango amplio
de valores, que van desde valores negativos (indicando un descenso del aire) a positivos
(indicando un ascenso). A lo largo del primer d́ıa, la serie parece más errática, con
fluctuaciones que podŕıan estar relacionadas con la presencia de corrientes térmicas o
cambios en la presión atmosférica. En general, la variabilidad de ambas componentes
indica que las condiciones atmosféricas son dinámicas y pueden estar influenciadas por
múltiples factores. La capacidad de estas series para capturar estos cambios será clave en
el análisis posterior utilizando modelos como SVR, VAR o MSETAR.
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Para analizar más a fondo si hay alguna tendencia o comportamiento significativo en
las componentes de velocidad del viento, se realizó un boxplot para cada hora del d́ıa de
ambas variables. En la gráfica 4.2, se observan numerosos valores at́ıpicos (outliers) en
todas las horas, lo cual es un hallazgo notable. Estos valores at́ıpicos podŕıan atribuirse a
diversos factores, como cambios bruscos en las condiciones meteorológicas, interferencias
en la medición de datos o eventos climáticos extremos, que son comunes en zonas con
variaciones rápidas en el viento.

Además, resulta interesante notar que entre las 5:00 y las 8:00 de la mañana, tanto la
velocidad horizontal como la vertical presentan cajas de boxplot bastante similares, con
medianas cercanas a cero y rangos intercuart́ılicos relativamente estrechos. Esto puede
sugerir que durante este intervalo horario, las condiciones atmosféricas son relativamente
estables, lo que se traduce en patrones de viento consistentes en ambas direcciones. Esta
similitud en las distribuciones podŕıa ser indicativa de un fenómeno meteorológico que
afecta a la región, como la influencia de la topograf́ıa local.

Figura 4.2. Boxplot de componentes de velocidad del viento por hora

En general, la velocidad horizontal muestra una mayor dispersión en la mayoŕıa de las
horas del d́ıa, con rangos de valores que se extienden tanto en los extremos positivos como
negativos, lo cual indica variabilidad significativa en la dirección del viento a lo largo del
d́ıa. La velocidad vertical tiende a tener una menor dispersión, pero sigue presentando
outliers que sugieren fluctuaciones en la componente vertical del viento. Los outliers son
especialmente numerosos durante la noche (entre las 22:00 y las 04:00 horas), lo que
podŕıa estar relacionado con patrones nocturnos de viento o fenómenos meteorológicos
espećıficos de esas horas.

Finalmente, las medianas de las componentes de viento parecen mantenerse cercanas a
cero durante la mayor parte del d́ıa, lo que sugiere que, en promedio, no hay una dirección
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predominante para el viento, tanto horizontal como vertical. Sin embargo, se observa cierta
asimetŕıa en algunas horas, especialmente entre las 16:00 y 20:00, donde la componente
horizontal muestra un rango de valores más extendido hacia valores negativos.

Los resultados de la media, de y varianza que complemenan la información mostrada
anteriorme para las componentes de velocidad del viento son los siguientes:

• Velocidad Horizontal:

– Media: -0.9661802 m/s

– Desviación Estándar: 7.898577 m/s

– Varianza: 62.38751 m²/s²

• Velocidad Vertical:

– Media: -3.524729 m/s

– Desviación Estándar: 8.76537 m/s

– Varianza: 76.8317 m²/s²

4.0.2. Revisión de las propiedades de las series de tiempo

Antes de proceder con la estimación y ajuste de un modelo, ya sea un modelo VAR,
VEC o MSETAR, es fundamental validar cuidadosamente dichas caracteŕısticas. El
proceso de validación incluye una serie de pruebas estad́ısticas y análisis gráficos, en
caso de que sean necesarios, que nos permiten identificar la naturaleza de las series y su
dinámica. Lo primero que se va a validar es la estacionariedad, ya que los modelos
VAR requieren de esta propiedad, mientras que los modelos VEC se aplican a series no
estacionarias que están cointegradas. Para validar esta propiedad, se realizan pruebas
de ráız unitaria como la prueba ADF (Augmented Dickey-Fuller), que nos indica si es
necesario diferenciar las series antes de modelarlas.

Haciendo uso de R se corre el modelo ADF para cada una de las variables, debido a que
cada serie temporal puede tener diferentes propiedades de estacionariedad. Aunque varias
variables puedan formar parte de un modelo multivariado (como un VAR o VEC), no
todas las series necesariamente comparten el mismo comportamiento. Algunas variables
podŕıan ser estacionarias en niveles, mientras que otras pueden requerir diferenciación
para volverse estacionarias. Al ejecutar el test ADF individualmente para cada variable,
se puede determinar si cada una tiene una ráız unitaria y, en consecuencia, si es necesario
hacerle algún tipo de transformación para volverla estacionaria.

> print(adf_test1)

Augmented Dickey-Fuller Test

data: data_ts[, 1]

Dickey-Fuller = -17.935, Lag order = 25, p-value = 0.01

alternative hypothesis: stationary

> print(adf_test2)
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Augmented Dickey-Fuller Test

data: data_ts[, 2]

Dickey-Fuller = -18.459, Lag order = 25, p-value = 0.01

alternative hypothesis: stationary

Como el p-valor del test ADF es menor que un nivel de significancia de 0.05, se rechaza
la hipótesis nula de ráız unitaria, lo que sugiere que ambas series son estacionarias. Dado
que ambas series son estacionarias, podemos proceder a evaluar el siguiente paso en el
proceso de modelado. Como las series ya son estacionarias, no es necesario diferenciarlas
ni considerar un modelo VEC, ya que estos se utilizan para series no estacionarias que
están cointegradas. Esto nos dirige hacia modelos que asumen estacionariedad, como el
modelo VAR o, si sospechamos de no linealidades como parecieramos tener al ver esas
ondulaciones a lo largo de la historia, un modelo MSETAR.

También correremos un test de causalidad de Granger con el fin de evaluar la relación
temporal entre las variables de velocidad horizontal y vertical. Este análisis nos permitirá
determinar si los rezagos de una de las variables pueden predecir los valores futuros de
la otra, aśı como establecer la dirección de la influencia entre ellas. Los resultados nos
ayudarán a decidir sobre la inclusión de rezagos en nuestros modelo y a mejorar nuestras
predicciones. Los resultados son los siguientes:

Granger causality test

Model 1: data$v_comp ~ Lags(data$v_comp, 1:5) + Lags(data$u_comp, 1:5)

Model 2: data$v_comp ~ Lags(data$v_comp, 1:5)

Res.Df Df F Pr(>F)

1 17526

2 17531 -5 16.553 2.424e-16 ***

---

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1

> grangertest(data$u_comp ~ data$v_comp, order = 5)

Granger causality test

Model 1: data$u_comp ~ Lags(data$u_comp, 1:5) + Lags(data$v_comp, 1:5)

Model 2: data$u_comp ~ Lags(data$u_comp, 1:5)

Res.Df Df F Pr(>F)

1 17526

2 17531 -5 48.503 < 2.2e-16 ***

---

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1

Los resultados indican que el p-valor es menor que 0.05, lo que nos permite rechazar
la hipótesis nula, que establece que no hay causalidad de Granger entre las variables. Por
lo tanto, concluimos que ambos pares de variables muestran una relación de causalidad
de Granger entre śı. Esto significa que los valores pasados de cada variable ayudan a
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predecir los valores actuales de la otra variable. Los resultados indican que los rezagos de
ambas variables son importantes para modelar la relación entre ellas.

Siguiendo esta ĺınea de investigación, es crucial determinar el número óptimo de re-
zagos a utilizar para entrenar el modelo. La selección adecuada de rezagos puede influir
significativamente en la calidad de las predicciones y la capacidad del modelo para captu-
rar la dinámica de los datos. Los resultados obtenidos de la selección de rezagos son los
siguientes:

var.lag.select$selection

AIC(n) HQ(n) SC(n) FPE(n)

10 4 3 10

Estos valores indican que, según el criterio de información de Akaike (AIC), se sugiere
un modelo con 10 rezagos, mientras que el criterio de Hannan-Quinn (HQ) y el criterio de
Schwarz (SC) indican un modelo más parsimonioso con 4 y 3 rezagos, respectivamente.
Por otro lado, el criterio de previsión de errores (FPE) también sugiere 10 rezagos.
Otra forma de seleccionar estos parámetros es mediante el uso de las funciones de
autocorrelación parcial (PACF) univariadas (ver gráfica 4.3). Es importante destacar que,
al revisar los rezagos, el criterio de Akaike indicó que el orden óptimo es 10. Sin embargo,
aunque validamos la gráfica y observamos que algunos rezagos se encuentran fuera de las
bandas de confianza, como el 10, su contribución al modelo es realmente insignificante.
Por esta razón ajustaremos el modelo con 2 rezagos.

Figura 4.3. PACF Univariado para cada una de las variables

Con toda esta información, procedemos a ejecutar los diferentes modelos. El primer
modelo a correr será el que utilizamos la función VAR. Los resultados generados por el
modelo se pueden consultar en el Apéndice ??. Antes de validar el desempeño del modelo
VAR en comparación con el modelo SVR, se ejecutará el modelo SVR en Python, y
posteriormente se llevarán a cabo comparaciones entre los resultados obtenidos. Por el
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momento validamos los resultados del VAR como la correlación entre residuos, con el fin
de validar si los residuos del modelo VAR están autocorrelacionados, lo cual indicaŕıa que
el modelo no captura adecuadamente toda la dinámica de las series.

serial.test(modelo_VAR, lags.pt = 16, type = "PT.asymptotic")

Portmanteau Test (asymptotic)

data: Residuals of VAR object modelo_VAR

Chi-squared = 63.977, df = 24, p-value = 1.718e-05

Estos resultados indican que la hipótesis nula del test, que sostiene que los residuos
del modelo son independientes y siguen una distribución normal, puede ser rechazada. El
valor p (que es menor a 0.05) sugiere que existe evidencia suficiente para afirmar que hay
autocorrelación en los residuos del modelo VAR. Esto implica que el modelo podŕıa no
estar capturando toda la dinámica de la serie temporal, lo que podŕıa afectar su validez y
precisión en las predicciones. Basados en esto nos movemos a realizar una prueba de no
linealidad por medio del test BDS, el cual evalúa si los residuos presentan no linealidades.
Si es aśı, podemos considerar modelos no lineales como el MSETAR.

bds.test(residuales[,1])

BDS Test

data: residuales[, 1]

Embedding dimension = 2 3

Epsilon for close points = 1.8933 3.7866 5.6799 7.5732

Standard Normal =

[ 1.8933 ] [ 3.7866 ] [ 5.6799 ] [ 7.5732 ]

[ 2 ] 55.8470 52.5567 47.0260 40.9587

[ 3 ] 63.7812 57.9342 51.5849 44.5738

p-value =

[ 1.8933 ] [ 3.7866 ] [ 5.6799 ] [ 7.5732 ]

[ 2 ] 0 0 0 0

[ 3 ] 0 0 0 0

> bds.test(residuales[,2])

BDS Test

data: residuales[, 2]
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Embedding dimension = 2 3

Epsilon for close points = 2.1822 4.3645 6.5467 8.7289

Standard Normal =

[ 2.1822 ] [ 4.3645 ] [ 6.5467 ] [ 8.7289 ]

[ 2 ] 72.2661 67.6260 62.0173 56.4788

[ 3 ] 83.6607 74.0631 66.1595 59.2377

p-value =

[ 2.1822 ] [ 4.3645 ] [ 6.5467 ] [ 8.7289 ]

[ 2 ] 0 0 0 0

[ 3 ] 0 0 0 0

Los resultados del test BDS sugieren que los residuos del modelo VAR presentan carac-
teŕısticas de dependencia temporal que no fueron adecuadamente capturadas. Con esta
información, procederemos a ajustar un modelo MSETAR para explorar mejor la dinámi-
ca de los datos y verificar si se pueden capturar esas dependencias de manera más efectiva.

Ahora, para modelar de manera efectiva el modelo MSETAR, es fundamental com-
prender cómo seleccionar los parámetros adecuados. En este caso, el umbral utilizado se
estableció en el promedio de los datos, el cual resultó ser -2.22. Este valor se eligió porque
refleja el comportamiento central de la serie temporal, proporcionando una referencia útil
para la clasificación de los datos en diferentes reǵımenes.

Los rezagos considerados fueron 2, basados en el análisis de las funciones de autocorre-
lación parcial (PACF) univariadas. Este enfoque nos permite identificar cuántos rezagos
son necesarios para capturar la dependencia temporal en la serie. La elección de dos
rezagos se justifica al observar que, a partir de este punto, la PACF tiende a estabilizarse,
sugiriendo que los rezagos adicionales no aportan información significativa.

Además, se optó por un número de reǵımenes igual a uno, dado que la serie no mos-
traba evidencia clara de cambios estructurales significativos que justificaran la existencia
de múltiples reǵımenes. Esta elección simplifica el modelo, facilitando la interpretación
de los resultados y asegurando que el modelo MSETAR se ajuste de manera adecuada a
la dinámica de los datos analizados. El resto de parámetros se dejaron por default.

Con esto en mente, se procede a revisar los residuos del modelo MSETAR para ana-
lizar su comportamiento. Al hacerlo, se observa un patrón interesante en la distribución
de los errores. La mayoŕıa de estos errores son pequeños y se agrupan cerca de cero,
mientras que algunas observaciones se desv́ıan significativamente, generando un patrón
más amplio. Esto también generado por las atipicidades que se ven desde el modelo.
Este comportamiento puede estar influenciado por la presencia de puntos at́ıpicos, que
se reflejan en los residuos del modelo. La identificación de estos puntos es crucial, ya
que pueden indicar anomaĺıas en los datos o situaciones en las que el modelo no capta
adecuadamente la dinámica de la serie temporal. A pesar de estas desviaciones, la
concentración de errores cercanos a cero sugiere que el modelo MSETAR ajusta bien las
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predicciones en términos generales.

Figura 4.4. Residuas del modelo MSETAR

Dada esta observación, podemos concluir que el modelo MSETAR presenta un
rendimiento satisfactorio, lo que nos permite avanzar en la validación de sus resultados
y en la evaluación de su robustez bajo diversas condiciones. Como siguiente paso, se
implementa un modelo de soporte vectorial para regresión (SVR), utilizando la grilla
de parámetros presentada en la metodoloǵıa. Este enfoque nos permitirá comparar el
desempeño del SVR con el del modelo MSETAR y aśı obtener una comprensión más
profunda sobre cuál de los modelos se ajusta mejor a los datos analizados.

4.1. Comparación del desempeño entre los modelos

Para validar el desarrollo de los tres modelos, se incluyó el modelo VAR, a pesar de la
presencia de correlación en los errores. Esta decisión se tomó con el objetivo de comparar
el rendimiento del modelo VAR con los otros enfoques, permitiéndonos evaluar de manera
más completa la efectividad de los distintos métodos en la predicción y su capacidad para
capturar la dinámica subyacente de los datos. Además de esto, se utilizará el modelo de
recurrencia el cual se caracteriza por la dependencia del valor actual de una variable en
función de sus valores previos en el tiempo.

Con este propósito, recopilamos todas las predicciones realizadas en los conjuntos de
entrenamiento y prueba para los cuatro modelos. Además, se calcularon los errores asocia-
dos a cada predicción, lo que nos permitió tener una visión más clara del rendimiento de
cada modelo. A partir de esta información, se generaron diagramas de cajas que ilustran
la distribución de los errores, facilitando aśı la comparación visual de su desempeño.

Para cada una de las variables, se utiliza el prefijo “U”para indicar la velocidad
horizontal y el prefijo “V”para la velocidad vertical. Estos prefijos son seguidos por el
nombre del modelo que generó los errores de predicción, ya sea un modelo de Soporte
Vectorial (SVR), un modelo MSETAR, un modelo VAR o un modelo de recurrencia.
Esta nomenclatura permite identificar fácilmente la fuente de cada error y facilita la
comparación entre los diferentes enfoques de modelado. Aśı mismo comparten los colores
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Figura 4.5. Diagrama de cajas para los datos de entrenamiento

Figura 4.6. Diagrama de cajas para los datos de prueba

ya sea en claro o en oscuro, pero la misma gama: el SVR es azul, el MSETAR es rosado,
el VAR es amarillo y el de persistencia es el verde. Finalmente a la derecha quedaron las
velocidades verticales y a la izquierda de la gráfica las velocidades horizontales.

De la misma manera se agregan estad́ısticas como la media, la varianza y el rango
intercuart́ılico, para hacer más sencillas las validaciones de los modelos. Tanto en las tablas
4.1 y 4.2 como en la gráficas, 4.5 y 4.6 se observa una clara diferencia en el desempeño
entre los modelos SVR y MSETAR en comparación con el modelo VAR y el modelo
de persistencia. Este hallazgo es significativo, ya que sugiere que este modelo no esta
ajustándose adecuadamente al no cumplir con los supuestos de la estad́ıstica clásica, lo
que puede llevar a interpretaciones erróneas y a una menor fiabilidad en las predicciones.
Además, observamos que ajustar algunos de los modelos resulta significativamente mejor
que no hacer nada, ya que el modelo de persistencia presenta un error considerable con
bigotes muchos más largos y un rango intercuartilico bastante amplio, en comparación
con el resto de modelos.
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Variable Media Varianza Rango Intercuart́ılico

U SVR 0.001149 1.119822 0.991629

V SVR 0.000931 2.159767 1.207715

U MSETAR 0.001225 1.331977 1.376420

V MSETAR 0.000550 2.383099 1.567190

U VAR -1.556721 2.082966 1.852984

V VAR -1.545764 3.110869 2.055883

U PER -0.058191 122.896609 9.044884

V PER -0.247917 178.918233 10.785334

Tabla 4.1. Estad́ısticas de Entrenamiento

Variable Media Varianza Rango Intercuart́ılico

U SVR 0.217249 1.982461 1.239908

V SVR 0.107391 4.028929 1.588451

U MSETAR 0.216524 2.139308 3.890054

V MSETAR 0.112157 4.189437 4.299789

U VAR -1.997513 6.988681 4.399829

V VAR -2.148503 7.827206 4.738436

U PER 1.015884 162.110516 11.080035

V PER 0.744629 235.991060 13.958183

Tabla 4.2. Estad́ısticas de Prueba

En relación con la varianza y el rango de los boxplots, es especialmente evidente que
en los conjuntos de prueba los errores de predicción del modelo SVR para ambas variables
son significativamente menores en comparación con los errores generados por el modelo
MSETAR. Esta observación sugiere que el modelo SVR podŕıa ser más robusto y menos
susceptible a las fluctuaciones en los datos, lo que resulta favorable para la estabilidad
de las predicciones. Además, esta menor varianza en los errores del modelo SVR indica
que sus predicciones tienden a ser más consistentes, a pesar de todos los outliers que
traen los datos. La capacidad del modelo SVR para mantener un rendimiento superior en
condiciones de prueba, a pesar de las variaciones en los datos, resalta su potencial como
una herramienta efectiva para la predicción en contextos donde la volatilidad puede ser
un desaf́ıo.

En contraste, los errores más altos y más variables del modelo MSETAR pueden
señalar la necesidad de revisar los supuestos del modelo o de considerar ajustes adicionales
para mejorar su rendimiento. Esto subraya la importancia de evaluar no solo los errores en
términos absolutos, sino también su variabilidad, ya que una predicción consistentemente
precisa puede ser más valiosa que una que ocasionalmente sea muy precisa pero también
muy errática.

Para resumir lo expuesto anteriormente, en la tabla 4.3 se presentan los valores del
Error Cuadrático Medio (RMSE) tanto para el conjunto de entrenamiento como para
el conjunto de prueba de cada uno de los modelos evaluados. Esta tabla evidencia la
clara ventaja y competitividad del modelo de Soporte Vectorial para Regresión (SVR)
en comparación con el modelo MSETAR y claramente contra el VAR y el modelo de
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persistencia.

Modelo RMSE Train RMSE Test

SVR 3.93 4.20

MSETAR 4.11 4.57

VAR 7.42 8.89

Persistencia 27.48 38.25

Tabla 4.3. RMSE de los modelos

4.1.1. Prueba Diebold-Mariano (DM)

Finalmente, se busca comparar la precisión del modelo SVR con la del modelo MSE-
TAR. La prueba de Diebold-Mariano proporciona una evaluación cuantitativa de la efec-
tividad de ambos modelos en la predicción, lo que permite identificar cuál de ellos ofrece
un mejor rendimiento en términos de errores de predicción. Al realizar esta comparación,
se podrá determinar no solo cuál modelo se ajusta mejor a los datos, sino también su
robustez frente a variaciones en la serie temporal. Esta información es crucial para elegir
el modelo más adecuado para futuras predicciones y para garantizar que las decisiones
basadas en estos análisis sean sólidas y confiables. A continuación, se muestran las salidas
al correrlos de forma univariada en Python:

dm_stat_var1 = diebold_mariano_test(df_test["U_SVR"], df_test["U_MSETAR"])

dm_stat_var2 = diebold_mariano_test(df_test["V_SVR"], df_test["V_MSETAR"])

print(f’Estadı́stico DM para x1 (U): {dm_stat_var1}’)

Estadı́stico DM para x1: -1.9564980074246578

print(f’Estadı́stico DM para x2 (V): {dm_stat_var2}’)

Estadı́stico DM para x2: -0.28230141650558197

Para la velocidad horizontal que la variable U, o llamada ‘x1‘ en la prueba se tiene
que al comparar el MSETAR con el modelo MSVR (que en este caso es el modelo base o
de referencia) obtenemos un valor negativo, el cual indica que el modelo asociado a ‘x1‘
tiene un rendimiento inferior en comparación con el modelo de referencia. En general, un
valor del estad́ıstico DM por debajo de cero sugiere que el modelo que se está evaluando
es menos preciso que el modelo de referencia, mientras que un valor positivo indicaŕıa lo
contrario. Con respecto a la velocidad vertical, variable V o también llamada aqúı ‘x2‘
tenemos un valor también negativo al compararlo con el modelo de referencia (SVR). Es
decir que el modelo SVR es más preciso que el MSETAR.

Finalmente para conocer si se tiene una diferencia estad́ıstica entre estos valores,
se calcula el valor p asociado con los estad́ısticos que salen de la prueba de Diebold
Mariano. A continuación el valor p, el cual nos permite ver que como es menor a 0.05,
estad́ısticamente si existe una diferencia significativa entre el modelo SVR y el modelo
MSETAR para la primera variable (x1). Esto indica que el modelo SVR tiene un mejor
desempeño en comparación con el MSETAR para esta variable.
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Valor p para x1: 0.02520326

Valor p para x2: 0.3888562

En cambio, el valor p para la segunda variable (x2) es 0.3889, lo que supera el
umbral de 0.05. Esto sugiere que no hay evidencia suficiente para afirmar que los
modelos presentan diferencias significativas en su rendimiento para esta variable. Por
lo tanto, el desempeño de los modelos SVR y MSETAR resulta comparable en el caso de x2.

Dado estos hallazgos, se recomienda realizar un análisis más profundo de la variable
de velocidad vertical (x2). Espećıficamente, se podŕıa investigar las razones detrás del
rendimiento similar de ambos modelos ya que se observaba en el diagrama de cajas que las
colas del SVR no eran tan largas como se esperaŕıa, debido a las atipicidades vista en los
datos, a pesar de que teńıa una rango intercuartilico ligeramente menor al del MSETAR.
Por eso es importante explorar posibles ajustes o variaciones en la modelización que
puedan mejorar la predicción en este caso.



Conclusiones y trabajos futuros

Conclusiones

En este trabajo, se exploró el ajuste de las máquinas de soporte vectorial (SVR) en el
contexto de series de tiempo multivariadas, dado su potencial para mejorar la precisión de
las predicciones en comparación con métodos tradicionales. La elección de utilizar SVR
se basa en varios factores que han demostrado su eficacia en aplicaciones de modelado
de datos complejos. Principalmente por la efectividad de capturar relaciones no lineales
y patrones complejos en los datos. A diferencia de los modelos lineales clásicos, SVR
permite la incorporación de funciones de kernel que facilitan la transformación de los
datos a un espacio de caracteŕısticas de mayor dimensión, donde es más fácil encontrar
separaciones lineales.

En diversas aplicaciones previas, se ha documentado que SVR tiende a superar a otros
modelos estad́ısticos tradicionales en términos de precisión predictiva. En este trabajo,
se busca confirmar esta tendencia y evaluar el desempeño del SVR en comparación con
modelos como VAR, VEC y MSETAR, que son comúnmente utilizados en el análisis
de series de tiempo multivariadas. Para validar esto se realizó un análisis de los errores
de predicción generados por los modelos SVR, VAR, VEC y MSETAR. Esto permitió
no solo evaluar la precisión de las predicciones en ambientes controlados, sino también
entender la variabilidad de los errores en diferentes condiciones de prueba. Los resultados
indicaron que el modelo SVR cuando se trabaja con series estacionarias es capaz de ser
los suficientemente competitivo que otros modelos tradicionales.

A continuación las conclusiones más relevantes de la investigación:

• Al garantizar que los datos sean estacionarios, las máquinas de soporte vectorial
pueden ofrecer resultados comparables a los modelos VAR o MSETAR, especialmen-
te en contextos donde el tamaño de la muestra es mayor. Esta comparación resalta
la importancia de seleccionar el modelo adecuado en función de las caracteŕısticas
espećıficas de los datos y los objetivos del análisis. Las SVR, al ser menos restrictivas
en términos de supuestos sobre la naturaleza de los datos, representan una herra-
mienta valiosa en las técnicas de modelado para series temporales, especialmente
cuando se busca capturar dinámicas complejas y no lineales.

62
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• La revisión realizada durante este estudio muestra que, aunque las SVR tienen el
potencial de modelar relaciones complejas, su eficacia se ve limitada en entornos no
estacionarios o aleatorios. La incapacidad de las SVR para aprender en contextos de
aleatoriedad y en el modelo VEC resalta la importancia de evaluar cuidadosamente
las caracteŕısticas de los datos antes de seleccionar un modelo. Esto asegura que
se adopte el enfoque más adecuado para abordar las dinámicas subyacentes en las
series temporales y se maximice la precisión de las predicciones.

• Es fundamental, en el contexto de las máquinas de soporte vectorial (SVR),
entender que estos son algoritmos de aprendizaje automático que requieren una
preparación y comprensión adecuada de los datos para funcionar de manera efectiva.
Se recomienda que los usuarios se tomen el tiempo necesario para analizar y trabajar
en sus conjuntos de datos antes de aplicar un modelo. Esto implica no solo la
limpieza y transformación de los datos, sino también la identificación de patrones,
tendencias y caracteŕısticas relevantes que puedan influir en el rendimiento del
modelo, además de la elección adecuada de los hiperpárametros.

• La validación de resultados es un aspecto crucial en el análisis de modelos, y se
fundamenta en la evaluación de los errores de predicción y la implementación de
pruebas como la de Diebold-Mariano.

Finalmente la aplicación de la metodoloǵıa realizada en datos que implican las variables
del viento nos permitió concluir que los modelos de máquinas de soporte vectorial (SVR)
ofrecen un rendimiento superior en términos de precisión de predicción en comparación
con los modelos tradicionales como VAR y ligeramente con el MSETAR, especialmente
cuando se trabaja con conjuntos de datos grandes y bien estructurados. Esto sugiere que las
SVR son herramientas valiosas para abordar problemas de predicción en series temporales
multivariadas.

Trabajos futuros

Este trabajo no solo contribuye a la literatura existente sobre el uso de SVR en series
de tiempo multivariadas, sino que también abre la puerta a futuras investigaciones en este
campo. A medida que se recopilan más datos y se desarrollan nuevas técnicas, se espera
que la implementación de MSVR y otros modelos avanzados continúe evolucionando,
ofreciendo soluciones cada vez más precisas y eficientes para el análisis de series temporales
multivariadas en diversas aplicaciones, que funcionan para cualquier área de estudio.

La creciente disponibilidad de grandes volúmenes de datos, junto con el avance en la
capacidad computacional, permite la exploración de modelos más complejos y la incorpo-
ración de caracteŕısticas adicionales que pueden mejorar la precisión de las predicciones.
Además, se prevé que el desarrollo de algoritmos h́ıbridos, que combinen técnicas de
aprendizaje automático con modelos estad́ısticos tradicionales, resulte en enfoques más
robustos y adaptativos para la predicción de series temporales multivariadas, siendo este
trabajo uno de los primeros pasos.



CONCLUSIONES Y TRABAJOS FUTUROS 64

Por otro lado, al desarrollar la rutina en Python, se abre la posibilidad de expan-
dirla y validarla desde diversas áreas. Esto incluye la optimización de su eficiencia,
aśı como la incorporación de nuevas funcionalidades que puedan enriquecer su de-
sarrollo y rendimiento. Además, se pueden integrar herramientas de visualización y
análisis que faciliten la interpretación de los resultados, haciendo que la rutina no solo
sea más eficiente, sino también más accesible y útil para los usuarios en distintos contextos.



Códigos en Python

Código

---------FUNCION MSVR----

"""

Multi-output Support Vector Regression

"""

# Copyright (C) 2020 Xinze Zhang, Kaishuai Xu, Siyue Yang, Yukun Bao

# <xinze@hust.edu.cn>, <xu.kaishuai@gmail.com>, <siyue_yang@hust.edu.cn>, <yukunbao@hust.edu.cn>

# This program is free software: you can redistribute it and/or modify

# it under the terms of the Apache.

# This program is distributed in the hope that it will be useful,

# but WITHOUT ANY WARRANTY; without even the implied warranty of

# MERCHANTABILITY or FITNESS FOR A PARTICULAR PURPOSE. See the

# Apache License for more details.

import numpy as np

from sklearn.metrics.pairwise import pairwise_kernels

class MSVR():

def __init__(self, kernel, degree, gamma, coef0, tol, C, epsilon):

self.kernel = kernel

self.degree = degree

self.gamma = gamma

self.coef0 = coef0

self.tol = tol

self.C = C

self.epsilon = epsilon

self.Beta = None

self.NSV = None

self.xTrain = None

65
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def fit(self, x, y):

self.xTrain = x.copy()

C = self.C

epsi = self.epsilon

tol = self.tol

n_m = np.shape(x)[0] # num of samples

n_d = np.shape(x)[1] # input data dimensionality

n_k = np.shape(y)[1] # output data dimensionality (output variables)

# H = kernelmatrix(ker, x, x, par)

H = pairwise_kernels(x, x, metric=self.kernel, filter_params=True,

degree=self.degree, gamma=self.gamma, coef0=self.coef0)

self.Beta = np.zeros((n_m, n_k))

#E = prediction error per output (n_m * n_k)

E = y - np.dot(H, self.Beta)

#RSE

u = np.sqrt(np.sum(E**2, 1, keepdims=True))

#RMSE

RMSE = []

RMSE_0 = np.sqrt(np.mean(u**2))

RMSE.append(RMSE_0)

#points for which prediction error is larger than epsilon

i1 = np.where(u > epsi)[0]

#set initial values of alphas a (n_m * 1)

a = 2 * C * (u - epsi) / u

#L (n_m * 1)

L = np.zeros(u.shape)

# we modify only entries for which u > epsi. with the sq slack

L[i1] = u[i1]**2 - 2 * epsi * u[i1] + epsi**2

#Lp is the quantity to minimize (sq norm of parameters + slacks)

Lp = []

BetaH = np.dot(np.dot(self.Beta.T, H), self.Beta)

Lp_0 = np.sum(np.diag(BetaH), 0) / 2 + C * np.sum(L)/2

Lp.append(Lp_0)

eta = 1

k = 1

hacer = 1

val = 1
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while(hacer):

Beta_a = self.Beta.copy()

E_a = E.copy()

u_a = u.copy()

i1_a = i1.copy()

M1 = H[i1][:, i1] + \

np.diagflat(1/a[i1]) + 1e-10 * np.eye(len(a[i1]))

#compute betas

# sal1 = np.dot(np.linalg.pinv(M1),y[i1])

sal1 = np.dot(np.linalg.inv(M1), y[i1])

eta = 1

self.Beta = np.zeros(self.Beta.shape)

self.Beta[i1] = sal1.copy()

#error

E = y - np.dot(H, self.Beta)

#RSE

u = np.sqrt(np.sum(E**2, 1)).reshape(n_m, 1)

i1 = np.where(u >= epsi)[0]

L = np.zeros(u.shape)

L[i1] = u[i1]**2 - 2 * epsi * u[i1] + epsi**2

#%recompute the loss function

BetaH = np.dot(np.dot(self.Beta.T, H), self.Beta)

Lp_k = np.sum(np.diag(BetaH), 0) / 2 + C * np.sum(L)/2

Lp.append(Lp_k)

#Loop where we keep alphas and modify betas

while(Lp[k] > Lp[k-1]):

eta = eta/10

i1 = i1_a.copy()

self.Beta = np.zeros(self.Beta.shape)

#%the new betas are a combination of the current (sal1)

#and of the previous iteration (Beta_a)

self.Beta[i1] = eta*sal1 + (1-eta)*Beta_a[i1]

E = y - np.dot(H, self.Beta)

u = np.sqrt(np.sum(E**2, 1)).reshape(n_m, 1)

i1 = np.where(u >= epsi)[0]

L = np.zeros(u.shape)

L[i1] = u[i1]**2 - 2 * epsi * u[i1] + epsi**2

BetaH = np.dot(np.dot(self.Beta.T, H), self.Beta)
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Lp_k = np.sum(np.diag(BetaH), 0) / 2 + C * np.sum(L)/2

Lp[k] = Lp_k

#stopping criterion 1

if(eta < 1e-16):

Lp[k] = Lp[k-1] - 1e-15

self.Beta = Beta_a.copy()

u = u_a.copy()

i1 = i1_a.copy()

hacer = 0

#here we modify the alphas and keep betas

a_a = a.copy()

a = 2 * C * (u - epsi) / u

RMSE_k = np.sqrt(np.mean(u**2))

RMSE.append(RMSE_k)

if((Lp[k-1]-Lp[k])/Lp[k-1] < tol):

hacer = 0

k = k + 1

#stopping criterion #algorithm does not converge. (val = -1)

if(len(i1) == 0):

hacer = 0

self.Beta = np.zeros(self.Beta.shape)

val = -1

self.NSV = len(i1)

def predict(self, x):

H = pairwise_kernels(x, self.xTrain, metric=self.kernel, filter_params=True,

degree=self.degree, gamma=self.gamma, coef0=self.coef0)

yPred = np.dot(H, self.Beta)

return yPred

# def score(self,x):

-----FUNCION DE GENERACIÓN DE OBJETO BASE--

### -*- coding: utf-8 -*-

"""

@author: MarlijarHM

"""
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import numpy as np

class Base:

def __init__(self, base):

self.base = []

dim = len(base)

col = len(base[0])

for i in range(dim):

for j in range(1, col):

self.base.append(base[i, j])

self.base = np.array(self.base).T

"""

Multi-output Support Vector Regression

"""

# Copyright (C) 2020 Xinze Zhang, Kaishuai Xu, Siyue Yang, Yukun Bao

# <xinze@hust.edu.cn>, <xu.kaishuai@gmail.com>, <siyue_yang@hust.edu.cn>, <yukunbao@hust.edu.cn>

# This program is free software: you can redistribute it and/or modify

# it under the terms of the Apache.

# This program is distributed in the hope that it will be useful,

# but WITHOUT ANY WARRANTY; without even the implied warranty of

# MERCHANTABILITY or FITNESS FOR A PARTICULAR PURPOSE. See the

# Apache License for more details.

#Optimizado por Marlijar Hurtado Moreno

import numpy as np

from sklearn.metrics.pairwise import pairwise_kernels

class MSVR():

def __init__(self, kernel, degree, gamma, coef0, tol, C, epsilon):

self.kernel = kernel

self.degree = degree

self.gamma = gamma

self.coef0 = coef0

self.tol = tol

self.C = C

self.epsilon = epsilon

self.Beta = None

self.NSV = None

self.xTrain = None

def fit(self, x, y):

self.xTrain = x.copy()

C = self.C

epsi = self.epsilon

tol = self.tol
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n_m = np.shape(x)[0] # num of samples

n_d = np.shape(x)[1] # input data dimensionality

n_k = np.shape(y)[1] # output data dimensionality (output variables)

# H = kernelmatrix(ker, x, x, par)

H = pairwise_kernels(x, x, metric=self.kernel, filter_params=True,

degree=self.degree, gamma=self.gamma, coef0=self.coef0)

self.Beta = np.zeros((n_m, n_k))

#E = prediction error per output (n_m * n_k)

E = y - np.dot(H, self.Beta)

#RSE

u = np.sqrt(np.sum(E**2, 1, keepdims=True))

#RMSE

RMSE = []

RMSE_0 = np.sqrt(np.mean(u**2))

RMSE.append(RMSE_0)

#points for which prediction error is larger than epsilon

i1 = np.where(u > epsi)[0]

#set initial values of alphas a (n_m * 1)

a = 2 * C * (u - epsi) / u

#L (n_m * 1)

L = np.zeros(u.shape)

# we modify only entries for which u > epsi. with the sq slack

L[i1] = u[i1]**2 - 2 * epsi * u[i1] + epsi**2

#Lp is the quantity to minimize (sq norm of parameters + slacks)

Lp = []

BetaH = np.dot(np.dot(self.Beta.T, H), self.Beta)

Lp_0 = np.sum(np.diag(BetaH), 0) / 2 + C * np.sum(L)/2

Lp.append(Lp_0)

eta = 1

k = 1

hacer = 1

val = 1

while(hacer):

Beta_a = self.Beta.copy()

E_a = E.copy()

u_a = u.copy()

i1_a = i1.copy()
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M1 = H[i1][:, i1] + \

np.diagflat(1/a[i1]) + 1e-10 * np.eye(len(a[i1]))

#compute betas

# sal1 = np.dot(np.linalg.pinv(M1),y[i1])

sal1 = np.dot(np.linalg.inv(M1), y[i1])

eta = 1

self.Beta = np.zeros(self.Beta.shape)

self.Beta[i1] = sal1.copy()

#error

E = y - np.dot(H, self.Beta)

#RSE

u = np.sqrt(np.sum(E**2, 1)).reshape(n_m, 1)

i1 = np.where(u >= epsi)[0]

L = np.zeros(u.shape)

L[i1] = u[i1]**2 - 2 * epsi * u[i1] + epsi**2

#%recompute the loss function

BetaH = np.dot(np.dot(self.Beta.T, H), self.Beta)

Lp_k = np.sum(np.diag(BetaH), 0) / 2 + C * np.sum(L)/2

Lp.append(Lp_k)

#Loop where we keep alphas and modify betas

while(Lp[k] > Lp[k-1]):

eta = eta/10

i1 = i1_a.copy()

self.Beta = np.zeros(self.Beta.shape)

#%the new betas are a combination of the current (sal1)

#and of the previous iteration (Beta_a)

self.Beta[i1] = eta*sal1 + (1-eta)*Beta_a[i1]

E = y - np.dot(H, self.Beta)

u = np.sqrt(np.sum(E**2, 1)).reshape(n_m, 1)

i1 = np.where(u >= epsi)[0]

L = np.zeros(u.shape)

L[i1] = u[i1]**2 - 2 * epsi * u[i1] + epsi**2

BetaH = np.dot(np.dot(self.Beta.T, H), self.Beta)

Lp_k = np.sum(np.diag(BetaH), 0) / 2 + C * np.sum(L)/2

Lp[k] = Lp_k

#stopping criterion 1

if(eta < 1e-16):
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Lp[k] = Lp[k-1] - 1e-15

self.Beta = Beta_a.copy()

u = u_a.copy()

i1 = i1_a.copy()

hacer = 0

#here we modify the alphas and keep betas

a_a = a.copy()

a = 2 * C * (u - epsi) / u

RMSE_k = np.sqrt(np.mean(u**2))

RMSE.append(RMSE_k)

if((Lp[k-1]-Lp[k])/Lp[k-1] < tol):

hacer = 0

k = k + 1

#stopping criterion #algorithm does not converge. (val = -1)

if(len(i1) == 0):

hacer = 0

self.Beta = np.zeros(self.Beta.shape)

val = -1

self.NSV = len(i1)

def predict(self, x):

H = pairwise_kernels(x, self.xTrain, metric=self.kernel, filter_params=True,

degree=self.degree, gamma=self.gamma, coef0=self.coef0)

yPred = np.dot(H, self.Beta)

return yPred

# def score(self,x):

------Rutina de SVR para un VAR-----

--Paquetes--

import pandas as pd

import numpy as np

from model.MSVR import MSVR

from model.utility import create_dataset,create_dataset_antes, rmse,

CustomMSVR,create_dataset_rez,rezago_sig

from model.Base import Base

import matplotlib.pyplot as plt

from sklearn.model_selection import RandomizedSearchCV
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from sklearn.pipeline import Pipeline

from scikeras.wrappers import KerasRegressor

from sklearn.svm import SVR

from sklearn.multioutput import MultiOutputRegressor

from sklearn.model_selection import TimeSeriesSplit

import math

from sklearn.preprocessing import StandardScaler

from statsmodels.tsa.stattools import acf, pacf

import statsmodels.api as sm

import csv

import time

from sklearn.metrics import mean_squared_error

# from keras.models import KerasRegressor

import random

from sklearn.model_selection import train_test_split

from statsmodels.tsa.api import VAR

from scipy.linalg import orth

from scipy.stats import multivariate_normal

from statsmodels.tsa.vector_ar.vecm import VECM

from statsmodels.tsa.api import VAR

def rmse(y_true, y_pred):

return np.sqrt(mean_squared_error(y_true, y_pred))

---Aquı́ inicia la configuración---

t=50 # Longitud de la serie

k =2 # dimensión del vector Y

p = 1 # Número de retardos

h=1

col=2

# Almacenar resultados

hiperparametros_svr = []

vectores_soporte=[]

train_RMSE_svr = []

test_RMSE_svr = []

train_RMSE_var = []

test_RMSE_var = []

tiempo_var=[]

tiempo_msvr=[]

# Generación de la serie y ajuste de modelos

for no in range(100):

print(f"-------------------------Iteration {no}--------------------------")

# Generar series

A = np.array([[0.5, 0.4],

[0.1, 0.8]])
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initial = np.random.normal(size=(2,))

serie = np.zeros((2, t))

serie[:, :1] = initial[:, np.newaxis]

for i in range(1, t):

retardo = serie[:, i-1:i]

serie[:, i] = np.dot(A, retardo.flatten())

+np.random.normal(loc=0.0, scale=1.0, size=2)

series = pd.DataFrame(serie.T, columns=[’Y1’, ’Y2’])

#Partición en train y test

train_size = int(len(series) * 0.7)

train, test = series.iloc[:train_size], series.iloc[train_size:]

#PACF

pacf_var1 = pacf(train[’Y1’], nlags=16)

pacf_var2 = pacf(train[’Y2’], nlags=16)

banda= 1.96 / np.sqrt(t)

rezago_elegido_1 = rezago_sig(pacf_var1, banda)

rezago_elegido_2 = rezago_sig(pacf_var2, banda)

enumerated_list = list(enumerate(pacf_var1))

reversed_enumerated_list = list(reversed(enumerated_list))

filtered_indices = [i for i, x in reversed_enumerated_list if abs(x) > banda]

rez= int(min(rezago_elegido_1, rezago_elegido_2))

#rez=1

print(f"----------------Rezago {rez}--------------")

#Se generan estas gráficas para validar el rezago,

si ya se tiene anteriormente seleccionado no es necesario"

fig, axes = plt.subplots(2, 1, figsize=(10, 10))

# # Plotear la PACF de Y1

# axes[0].stem(range(len(pacf_var1)), pacf_var1, basefmt=" ",

use_line_collection=True)

# axes[0].axhline(y=banda, color=’r’, linestyle=’--’,

label=f’Banda superior ({banda:.2f})’)

# axes[0].axhline(y=-banda, color=’r’, linestyle=’--’,

label=f’Banda inferior ({-banda:.2f})’)

# axes[0].set_xlabel(’Rezago’)

# axes[0].set_ylabel(’PACF Y1’)

# axes[0].set_title(’PACF de Y1 con Bandas de Confianza’)

# axes[0].legend()

# # Plotear la PACF de Y2
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# axes[1].stem(range(len(pacf_var2)), pacf_var2, basefmt=" ",

use_line_collection=True)

# axes[1].axhline(y=banda, color=’r’, linestyle=’--’, }

label=f’Banda superior ({banda:.2f})’)

# axes[1].axhline(y=-banda, color=’r’, linestyle=’--’,

label=f’Banda inferior ({-banda:.2f})’)

# axes[1].set_xlabel(’Rezago’)

# axes[1].set_ylabel(’PACF Y2’)

# axes[1].set_title(’PACF de Y2 con Bandas de Confianza’)

# axes[1].legend()

# # Mostrar los gráficos

# plt.tight_layout()

# plt.show()

#

# Ajustar modelo VAR

start_time = time.time()

model_var = VAR(train)

results_var = model_var.fit(maxlags=1, ic=’aic’)

lag_order = results_var.k_ar

modelo_var_train = []

modelo_var_test = []

#Predicciones para train

train_pred = results_var.fittedvalues

# Predicciones para test

test_pred=[]

input_data = train.values[-rez:]

for i in range(len(test)):

pred = results_var.forecast(y=input_data, steps=h)

test_pred.append(pred[0])

input_data = np.vstack([input_data[1:], test.values[i:i+1]])

test_pred = np.array(test_pred)

train_rmse_var = np.sqrt(mean_squared_error(train.values[rez:], train_pred))

test_rmse_var = np.sqrt(mean_squared_error(test.values, test_pred))

train_RMSE_var.append(train_rmse_var)

test_RMSE_var.append(test_rmse_var)

print("Termine de ajustar modelo VAR")

end_time = time.time()

execution_time = end_time - start_time
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tiempo_var.append(execution_time)

# Ajustar modelo SVR

start_time = time.time()

fechas = pd.DataFrame(list(range(len(series))))

total = pd.concat([fechas,series], axis=1).values

dim=len(total)

#Construcción de la base de datos

data=Base(total)

data= data.base

#Creamos la base de datos

dataset = create_dataset_rez(data,dim,h,col,rez)

X, Y = dataset[:, :(0 - h*2)], dataset[:, (0-h*2):]

#Train y test

X_train, X_test, y_train, y_test = train_test_split(X,Y,

test_size=0.3, shuffle=False)

#normalizados

scaler_X = StandardScaler()

scaler_y = StandardScaler()

scaler_X.fit(X_train)

scaler_y.fit(y_train)

X_train_nor = scaler_X.transform(X_train)

X_test_nor = scaler_X.transform(X_test)

y_train_nor = scaler_y.transform(y_train)

y_test_nor = scaler_y.transform(y_test)

pipe = Pipeline([

(’MSVR’, CustomMSVR(kernel=’rbf’, degree=3, gamma=0, coef0=0.0,

tol=0.001, C=1.0, epsilon=0.1))

])

#Esta es la grilla de hiperpárametros#

hyperparameters = {

#’MSVR__kernel’: [’poly’],

’MSVR__kernel’: [’poly’,’rbf’,’linear’],

’MSVR__degree’: [2,5],

#’MSVR__degree’: [1],

’MSVR__gamma’: [0.5,1],

’MSVR__coef0’: [0.1,0.5,1],

’MSVR__C’: [5,9,11,13],

’MSVR__epsilon’:[1,2],

}
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bm = RandomizedSearchCV(pipe, hyperparameters, n_iter=15,

scoring=’neg_mean_squared_error’, cv=5, verbose=0, error_score=’raise’)

best_model = bm.fit(X_train_nor, y_train_nor)

best_params = bm.best_params_

msvr = MSVR(kernel=bm.best_params_.get("MSVR__kernel"),

gamma=bm.best_params_.get("MSVR__gamma"),

epsilon=bm.best_params_.get("MSVR__epsilon"),

C=bm.best_params_.get("MSVR__C"),

degree=bm.best_params_.get("MSVR__degree"),

coef0=bm.best_params_.get("MSVR__coef0"), tol=0.01)

msvr.fit(X_train_nor, y_train_nor)

trainPred_svr_nor = msvr.predict(X_train_nor)

testPred_svr_nor = msvr.predict(X_test_nor)

trainPred_svr = scaler_y.inverse_transform(trainPred_svr_nor)

testPred_svr = scaler_y.inverse_transform(testPred_svr_nor)

train_rmse_svr = rmse(y_train, trainPred_svr)

test_rmse_svr = rmse(y_test, testPred_svr)

hiperparametros_svr.append(best_params)

vectores_soporte.append(msvr.NSV)

print("SVR Best params:", msvr.NSV/t)

train_RMSE_svr.append(train_rmse_svr)

test_RMSE_svr.append(test_rmse_svr)

end_time = time.time()

execution_time = end_time - start_time

tiempo_msvr.append(execution_time)

print("SVR Best params:", best_params)

print("VAR Train RMSE:", train_rmse_var, "Test RMSE:", test_rmse_var)

print("SVR Train RMSE:", train_rmse_svr, "Test RMSE:", test_rmse_svr)

#Aqui se van a guardar todos los resultados para ambos modelos#

with open(’resultados_comparacion_var_SVR.csv’, mode=’w’, newline=’’) as file:

writer = csv.writer(file)

writer.writerow([’Modelo’, ’Hiperparametros’, ’Vectores_soporte’,

’Train RMSE’, ’Test RMSE’, ’Tiempo’])

for i in range(100):

writer.writerow([’SVR’, hiperparametros_svr[i],
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vectores_soporte[i],

train_RMSE_svr[i],

test_RMSE_svr[i],

tiempo_msvr[i]])

writer.writerow([’VAR’, ’N/A’,’N/A’, train_RMSE_var[i], test_RMSE_var[i],

tiempo_var[i]])
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