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Resumen 

 

Evaluación de la incidencia del factor emocional en el Digital Customer 

Engagement (DCE): Un análisis con datos textuales de X, en seguidores de marcas 

de medios masivos de comunicación 

 

El objetivo de esta investigación consistió en evaluar la influencia de la dimensión 

emocional en el DCE mediante el análisis de datos textuales obtenidos de X (Twitter), 

enfocado en seguidores de marcas del sector de medios masivos de comunicación. La 

metodología empleada se basó en un enfoque mixto, combinando técnicas cualitativas y 

cuantitativas para garantizar un análisis robusto y detallado. Inicialmente, se realizó una 

Revisión Sistemática de la Literatura (RSL) para identificar herramientas y métodos 

analíticos relevantes, sobresaliendo modelos como Random Forest y BERT. 

Posteriormente, se extrajeron más de 50,000 publicaciones de X relacionadas con marcas 

seleccionadas, las cuales se analizaron utilizando algoritmos de Procesamiento de 

Lenguaje Natural (NLP) para clasificar las emociones en categorías específicas (alegría, 

miedo, tristeza, sorpresa). Finalmente, se aplicó un Modelo de Ecuaciones Estructurales 

(SEM), que permitió cuantificar la influencia de la dimensión emocional en el digital 

engagement, obteniendo un coeficiente R² del 0.67, lo que indica que el 67% de la 

variabilidad en el engagement se explica por factores emocionales. El análisis reveló que 

la dimensión emocional tiene un impacto significativo en el DCE; específicamente, 

emociones como la alegría mostraron coeficientes altos (coeficiente estandarizado = 0.63, 

p < 0.01). Para concluir, la dimensión emocional es un factor determinante del DCE, 

explicando el 67% de su variabilidad según los resultados del SEM. Las emociones 

específicas, como la alegría, tienen un impacto directo y significativo en las interacciones 

digitales, mientras que emociones como la tristeza o el miedo ejercen roles más 

contextuales. 
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Abstract 

 

Assessment of the incidence of the emotional factor in Digital Customer 

Engagement (DCE): An analysis with textual data from X, in followers of mass 

media brands 

 

The purpose of this research was to evaluate the influence of the emotional dimension on 

DCE by analyzing textual data obtained from X (Twitter), focused on followers of brands in 

the mass media sector. The methodology employed was based on a mixed approach, 

combining qualitative and quantitative techniques to ensure a robust and detailed analysis. 

Initially, a Systematic Literature Review was conducted to identify relevant analytical tools 

and methods, highlighting models such as Random Forest and BERT. Subsequently, more 

than 50,000 X publications related to selected brands were extracted and analyzed using 

Natural Language Processing (NLP) algorithms to classify emotions into specific categories 

(joy, fear, sadness, surprise). Finally, a Structural Equation Model (SEM) was applied, 

which allowed quantifying the influence of the emotional dimension on digital engagement, 

obtaining an R² coefficient of 0.67, indicating that 67% of the variability in engagement is 

explained by emotional factors. The analysis revealed that the emotional dimension has a 

significant impact on DCE; specifically, emotions such as joy showed high coefficients 

(standardized coefficient = 0.63, p < 0.01). To conclude, the emotional dimension is a 

determinant of DCE, explaining 67% of its variability according to the SEM results. Specific 

emotions, such as joy, have a direct and significant impact on digital interactions, while 

emotions such as sadness or fear exert more contextual roles. 

 

Keywords: customer engagement, emotion, machine learning, social media, textual 

analysis. 
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Introducción 

El Customer Engagement (CE) se define como el grado en el que un cliente, seguidor o 

seguidor, interactúa, se identifica y vincula emocionalmente con una marca (el 

diferenciador clave es la emoción) y representa un elemento clave esencial en la 

predisposición en la conducta de compra de productos y servicios de las marcas (Thakur, 

2018; Vera-Martínez & Ornelas-Sánchez, 2021). Otros autores lo definen como la 

intensidad de la participación de los individuos con las actividades de una organización, 

dando cuenta de variables sociales, comportamentales, emocionales y cognitivas, dentro 

de un proceso de valoración afectiva sobre la marca (Vera-Martínez & Ornelas-Sánchez, 

2021; Vivek et al., 2012). En ambos casos, la emoción se convierte en un elemento 

esencial de medición del CE. Según Goleman (1995) son acciones producidas por la 

estimulación del cerebro, que emiten respuestas nerviosas y musculares y determinan una 

serie de actos producidos, muchas veces sin que seamos conscientes de ellos.  

 

En este sentido, las organizaciones, en un contexto de la sociedad de la información, 

avanzan en desarrollar sus objetivos estratégicos y procesos tácticos basados en la 

información digital disponible, producto de la explosión en el almacenamiento de 

información digital estructurada y no estructurada, disponible de manera online y offline 

(Lamrhari et al., 2022; Venkatesan et al., 2014). Es por esta razón que uno de los insumos 

de información más usados en los últimos años, y determinante en el conocimiento de las 

percepciones de consumidores digitales en redes sociales, es la información textual, la 

cual se define como la información de consumidores no codificada en matrices caso-

variable y que se caracteriza por tener codificación de texto, normalmente asociada a la 

escritura de comentarios y publicaciones en redes sociales (Shams et al., 2012). De 

acuerdo con lo anterior, la información textual-digital en redes sociales se convierte en 

insumo directo en el desarrollo de las marcas y su comprensión de consumidores, 

incluyendo la medición de constructos del consumidor como el compromiso (CE), lealtad 

digital, reputación digital, entre otros (Guerra et al., 2020; Shams et al., 2012).  
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Entendiendo que el CE tiene su base en la emoción, además de otros factores (Alanezi & 

Almutairy, 2021; Thakur & Shrivastava, 2018; Vivek et al., 2012), y que la información 

textual es uno de los insumos más importantes en la medición de constructos del 

consumidor, incluyendo el CE (Shams et al., 2012). El propósito de esta tesis doctoral se 

centra en instrumentalizar una forma de medición el CE por medio del análisis textual de 

comentarios en redes sociales, que tenga en cuenta la emoción, en su concepto base, 

como factor relacionado. A pesar de su relevancia, los estudios empíricos que integran la 

dimensión emocional del DCE siguen siendo escasos, lo que constituye una brecha 

significativa en la literatura (Brodie et al., 2013).  

 

La capacidad de las emociones para influir en las decisiones y comportamientos del 

consumidor ha sido reconocida por diversos autores, quienes subrayan su importancia en 

entornos digitales altamente dinámicos, sin embargo, la investigación sobre este tema a 

menudo se limita a enfoques generales que carecen de precisión al analizar emociones 

específicas como la alegría, el miedo o la sorpresa; esto limita el diseño de estrategias 

más sofisticadas que aprovechen la riqueza de datos textuales disponibles en plataformas 

como X (Maguire et al., 2018).  

 

Este estudio se fundamenta en la creciente necesidad de integrar herramientas analíticas 

avanzadas que permitan capturar y analizar emociones desde una perspectiva más 

detallada. Las emociones específicas, en lugar de ser simples categorías polarizadas, 

poseen un papel diferenciador en el engagement, al moldear las respuestas de los 

consumidores de maneras que aún no han sido plenamente exploradas (Angulo-Armenta 

et al., 2021). Esta carencia metodológica no solo frena el avance del conocimiento teórico, 

sino que también limita la capacidad de las marcas para optimizar sus interacciones con 

el consumidor a partir de un entendimiento más matizado de sus estados emocionales.  

 

Abordar estas cuestiones tiene implicaciones tanto académicas como prácticas, desde el 

punto de vista teórico, amplía la comprensión del impacto emocional en el DCE, integrando 

métodos analíticos como el SEM y algoritmos de NLP. Desde una perspectiva aplicada, 

los hallazgos pueden transformar la forma en que las marcas diseñan e implementan 

estrategias en redes sociales, optimizando la generación de valor a partir de las emociones 

expresadas por los consumidores. Este enfoque no solo responde a una brecha 
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académica, sino que también proporciona un marco innovador para enfrentar los desafíos 

que plantea la medición del engagement en entornos digitales complejos.  

 

El alcance de esta investigación se define por su enfoque en marcas colombianas 

relevantes dentro de redes sociales específicas, usando datos textuales recopilados a lo 

largo de un año. Se aplicaron metodologías de análisis de datos avanzadas, como el NLP 

y el Machine Learning (ML), para extraer las dimensiones del CE. Una limitación 

reconocida es la focalización en el contexto colombiano y en marcas específicas de medios 

masivos, lo que podría afectar la generalización de los resultados. Adoptando la 

metodología CRISP-DM (Cross-Industry Standard Process for Data Mining). El estudio 

procedió a través de la selección de muestras de comentarios, la limpieza y preparación 

de datos, y el modelado utilizando técnicas de análisis multivariado como el análisis 

factorial confirmatorio. Este enfoque permitirá no solo identificar la incidencia de los 

factores emocionales sino también evaluar su peso específico dentro del constructo 

general del CE.  

 

La relevancia de este estudio radica en su contribución al avance del campo del marketing 

digital y la gestión de la relación con el cliente, proporcionando insights sobre cómo las 

emociones influencian el CE en un entorno digital saturado de información. Los hallazgos 

esperados prometen ofrecer a las marcas herramientas más efectivas para fomentar un 

compromiso significativo con sus audiencias, optimizando estrategias de comunicación y 

marketing basadas en la comprensión profunda de las dinámicas emocionales de sus 

consumidores. 

Antecedentes y problemática 

Cifras de la consultora en cómputo en la nube Domo, mostraron que, en el mundo, en 

2021, se usaron 75 zettabytes de información online, y se proyectan 180 para 2025 

(180e+12 gigabytes), de los cuales, en un minuto, se pueden contabilizar 575 mil tweets, 

65 mil fotos en Instagram, 44 millones de visitas en Facebook y 165 millones de videos en 

TikTok (Domo, 2021). Adicionalmente, el mismo estudio identificó las actividades con 

mayor crecimiento: streaming de contenido audiovisual, uso de redes sociales y uso de 

servicios de mensajería online, todos relacionados con seguidores de marcas específicas 

(Domo, 2021). Este crecimiento en datos online, según International Data Corporation 
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(IDC), se puede ver potenciado por la digitalización del comercio y la comunicación, así 

como los procesos empresariales, todos como causa de la pandemia COVID-19 

(Muscolino et al., 2020).  

 

En términos de redes sociales, IDC menciona como, en enero del 2022, existían 4,59 miles 

de millones de cuentas activas al mes en redes sociales (el 59% de la población mundial), 

mientras en 2020 se contaba con 3,8 miles de millones, reportando un incremento del 20% 

(Hootsuite, 2022). El crecimiento mostró, por ejemplo, que en Colombia el aumentó en el 

uso de redes fue del 33% en 2021, y los anuncios en redes crecieron en 43%, evidenciando 

la importancia que tiene el mundo digital, especialmente el de las redes sociales, para las 

marcas y su contacto con consumidores  (Branch Group, 2021).  

 

Dentro de la web 4.0, el establecer fidelidad por parte del consumidor se vuelve un reto, la 

alta competitividad auspiciada por la rápida transmisión de información junto a la creciente 

oferta se traducen en una alta volatilidad del cliente (Gutmann et al., 2019). En 

concordancia, es prioritario acercarse al cliente de una forma que se desarrolle 

involucramiento en distintos niveles, por lo que la interacción con la marca se convierte en 

un factor relevante a la hora de tomar decisiones por parte del consumidor (Gutmann et 

al., 2019). De acuerdo con lo anterior, Sharma & Crossler  desarrollan un nuevo concepto 

donde el CE juega un rol directo en los comportamientos de compra: comercio social, el 

cual se entiende como una forma de comercio que usa redes sociales, respaldadas en la 

interacción social y percepciones de usuarios, con el fin de apoyar la compra de productos 

en línea, usando la ayuda y comunidad de seguidores, lo que implica un efecto directo del 

CE en la predisposición por la compra de productos y servicios (Sharma & Crossler, 2014). 

Por otro lado, el análisis de la literatura sobre CE y redes sociales evidenció un creciente 

interés académico en el tema, reflejado en un aumento significativo de publicaciones desde 

2018. La búsqueda inicial arrojó 228 documentos, reducidos a 210 tras filtrar por tipo de 

publicación, confirmando la relevancia del área en la comunidad científica.  

 

El análisis bibliométrico identificó seis agrupaciones temáticas principales en la relación 

entre CE y redes sociales:  

 

▪ CE, Big Data, satisfacción del cliente y redes sociales. 
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▪ Lealtad y CE. 

 

▪ CE y comercio electrónico. 

 

▪ CE, sistemas de información y redes sociales. 

 

▪ Facebook, comportamiento del consumidor y CE. 

 

▪ CE, marketing digital y comercio electrónico. 

 

Relevancia del CE en redes sociales y la Inteligencia Artificial (IA) 

Instituciones como el Marketing Science Institute (MSI, 2020), han destacado la necesidad 

de desarrollar nuevas formas de medir el CE a través de datos en redes sociales y técnicas 

de IA, dado que las interacciones digitales proporcionan información clave sobre el 

involucramiento del consumidor. 

 

Crecimiento del CE en el entorno post-COVID 

El uso de redes como TikTok, X, Facebook e Instagram ha crecido exponencialmente, con 

más de 4000 millones de usuarios combinados en la postpandemia. Este incremento ha 

impulsado el interés de las marcas por pautar en redes, con un aumento del 43% en 

inversión publicitaria, especialmente en Instagram (Hootsuite, 2022). Estudios recientes 

muestran que el 65% de los consumidores han comprado productos influenciados por 

anuncios en redes sociales (Ipsos, 2022). Asimismo, sectores como medios de 

comunicación, deportes, tecnología y moda lideran la inversión en publicidad digital para 

fortalecer el CE (Rata et al., 2019; Hootsuite, 2022).  

 

Dado este panorama, la presente investigación se enfocará en el sector de medios masivos 

de comunicación, con especial atención a la dinámica del CE en redes sociales y el impacto 

de las estrategias digitales en la interacción del usuario (Ver Anexo A para el análisis 

completo). En consecuencia, dada la producción académica alrededor de la medición del 

CE en redes sociales, la importancia que tienen estos medios para las marcas en la 

actualidad y el aumento en el consumo e importancia de medios sociales en el comercio 

electrónico, se exhibe la importancia de analizar el CE y sus factores de medición, como 

el emocional, a través de insumos de información digitales como los comentarios que los 
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consumidores puedan tener sobre las marcas en las redes sociales de mayor uso e 

importancia del involucramiento como Instagram, en sectores económicos de alto volumen 

de pauta como el de medios masivos de comunicación (canales, noticias y streaming). 

Antecedentes de investigación 

Tras una revisión más específica sobre CE y redes sociales, se reformuló la ecuación de 

búsqueda para incluir términos relacionados con ML e IA, permitiendo un análisis más 

preciso de antecedentes. Se estableció un periodo de revisión desde 2011, considerando 

el crecimiento de los datos digitales y la producción académica en este ámbito.  

 

Los criterios de inclusión y exclusión aplicados permitieron seleccionar 24 artículos 

relevantes, tras filtrar 30 documentos en Web of Science (WoS) (5 seleccionados), 24 en 

Scopus (4 seleccionados) y 191 en Google Scholar (15 seleccionados).  

 

Principales categorías temáticas encontradas en la literatura 

Modelos de minería de texto para predecir el sentimiento en redes sociales:  

 

▪ Estudios como Rajan et al. (2019), Alanezi & Almutairy (2021) y Sternberg et al. (2018) 

utilizan el análisis de sentimiento para identificar el mood de los comentarios, lo que 

permite medir la polaridad del CE en redes sociales. 

 

▪ Otros autores, Mishra & Panda (2021) y Rao et al. (2021) emplean Naïve Bayes y PLN 

para detectar la valencia de los comentarios en dimensiones clave del CE, como 

satisfacción y relación con la marca. 

 

Modelos de ML para predecir comportamiento de usuarios en redes sociales: 

 

▪ Se han desarrollado algoritmos de ML para predecir indicadores de interacción, como 

me gusta y comentarios, así como para detectar falsos comentarios y spam que 

incrementan artificialmente el engagement (Aswani et al., 2018; Aydin et al., 2021; 

Duvvuri, 2021; Ilangovan et al., 2021; Jaakonmäki et al., 2017). 

 

▪ También se han identificado patrones de interacción en Instagram y Facebook, 

asociando tipos de contenido con niveles de CE. 
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Modelos de ML para predecir CE:  

 

▪ Dai & Wang (2021), aplican la teoría estímulo-organismo-respuesta, estableciendo que 

ciertos estímulos generan niveles específicos de CE. A través de Naïve Bayes, 

analizan reseñas para modelar respuestas cognitivas y afectivas. 

 

▪ Rietveld et al. (2020) y Vaičiukynaitė et al. (2021), desarrollaron modelos que asocian 

contenido textual con CE, enfocándose en sentimientos positivos, mensajes de venta 

e interés por la marca en sectores como farmacéutico y de productos de consumo. 

 

▪ Buckley et al. (2014), aplicaron NLP en plataformas de e-commerce, relacionando 

descripciones de producto con diferentes tipos de engagement. 

 

Estos hallazgos refuerzan la importancia de integrar técnicas avanzadas de NLP y ML en 

la medición del DCE, destacando la necesidad de desarrollar modelos predictivos más 

precisos que combinen análisis de sentimiento, minería de texto y modelos de aprendizaje 

automático. 

 

El análisis de los antecedentes evidencia una brecha de conocimiento en el estudio de 

modelos analíticos basados en información textual para medir el CE en redes sociales. La 

revisión inicial muestra una producción académica limitada en torno a la medición del CE 

mediante ML y analítica de datos textuales, con un énfasis predominante en análisis de 

sentimiento, un concepto distinto al de emociones, que, como se ha evidenciado 

previamente, es un factor clave en la activación del digital engagement. 

 

Asimismo, se observa que X y Meta (Facebook e Instagram) son las plataformas más 

utilizadas en los estudios analizados, junto con otras fuentes textuales como reseñas de 

compra y blogs. En los 24 artículos finales seleccionados, 13 emplearon datos de X y Meta, 

con una mayor representación en sectores como tecnología, cine, deportes y moda. 

 

Como elemento de importancia, se identifica que X es la fuente recurrente en estudios de 

CE basado en análisis textual, debido a su capacidad de distribución rápida de información, 

su naturaleza de interacción y la facilidad de acceso a datos públicos en tiempo real. Esto 
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se alinea con investigaciones previas que han utilizado esta red para analizar fenómenos 

asociados al digital engagement (Aswani et al., 2018; Dhiman & Toshniwal, 2020; Islam & 

Goldwasser, 2020; Kaila & Prasad, 2020; Liu, 2019; Lo et al., 2015; Tam et al., 2021; 

Vargas Rodríguez, 2017; Watanabe et al., 2016; Zimbra et al., 2018). 

 

Adicionalmente, X ha reportado más de 5 millones de usuarios activos mensuales en 

Colombia, lo que representa aproximadamente el 10% de la población, con un crecimiento 

del 7% interanual desde 2019 (Hootsuite, 2022). Finalmente, la literatura revisada sugiere 

que la información textual obtenida de X presenta mayor precisión en métricas de 

clasificación de sentimiento y CE, en comparación con otras fuentes de datos como 

noticias o reseñas de productos (Ghiassi et al., 2013; Kaila & Prasad, 2020; Liu, 2019; 

Zimbra et al., 2018). Esto refuerza la pertinencia de su uso como insumo clave en la 

medición del digital engagement y justifica su selección dentro del marco metodológico de 

esta investigación. 

Problema concreto 

Teniendo presente las prioridades de investigación del MSI (2020), se evidencia la 

actualidad e importancia de estudiar el CE y sus formas de medición a través de la IA y las 

redes sociales de consumidores además de evidenciar el crecimiento en el interés por 

investigar estos temas en la literatura, podemos encontrar que el tema de la presente 

investigación es relevante como frontera del conocimiento que debe tenerse presente y 

como tema de investigación relevante para la comunidad académica y en las ciencias del 

marketing. Por otro lado, teniendo en cuenta que CE se ha convertido en un factor 

precedente e influenciador en la compra, y su medición se hace esencial en la interacción 

actual de consumidores con las redes sociales (Bowden, 2014; Brodie et al., 2011; Buckley 

et al., 2014; Mollen & Wilson, 2010; Vivek et al., 2012), hace que, la academia en general, 

y gerentes de marketing, deban conocer a los consumidores y sus percepciones, 

especialmente en las interacciones que tienen con sus redes sociales, ya que éstas 

puedan usarse como insumo para poder tener una conceptualización en la medición del 

CE digital. Por otro lado, redes sociales como Instagram han tenido incrementos en el uso 

e interacción por parte de los consumidores, además de inversión por parte de las marcas, 

especialmente las de medios masivos (Basis, 2020; Cool Tabs, 2022; Hanusch & Tandoc 

E.C., 2019; Hootsuite, 2022; Townsend et al., 2016), lo que evidencia la importancia de 
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estudiar esta red social, tanto en la academia como en el marketing, debido a su influencia 

en la relación consumidor-marca.  

 

Por otro lado, no se evidenciaron mayores precedentes en el estudio de la medición del 

CE, o sus factores asociados, en contextos de consumidores de redes sociales de origen 

colombiano o hispano, ya que los antecedentes se han enfocado en analizar consumidores 

en contextos anglosajones o asiáticos (Bruno, 2016; Chatzakou & Vakali, 2015; Chen et 

al., 2016; Cheng & Chen, 2019; Eke et al., 2020; Greco & Polli, 2020; Gupta et al., 2016; 

Islam & Goldwasser, 2020; D. Li et al., 2020; W. Li & Xu, 2014; Mohandas et al., 2012; 

Molina Beltrán et al., 2019; Mouthami et al., 2013; Rashid et al., 2020; Shaheen et al., 2015; 

P. Thakur & Shrivastava, 2018; Wu et al., 2020; Yasmina et al., 2016; K. Zhang et al., 2021; 

Zhou et al., 2019). Es importante recordar que las cifras de contexto evidenciaron el 

incremento del uso e involucramiento de poblaciones latinas y colombianas con las marcas 

en las redes sociales, por lo que la focalización en este tipo de seguidores se ha definido 

como parte esencial de esta investigación (Basis, 2020; Hootsuite, 2022; Ipsos, 2022; Rata 

et al., 2019).  

 

Todo lo anterior  deja en evidencia el vacío en el conocimiento que se tiene alrededor de 

la influencia del factor emocional en el estudio y medición del CE, específicamente cuando 

el insumo de información proviene de información de redes sociales (Alanezi & Almutairy, 

2021; Bowden, 2014; Brodie et al., 2011; Buckley et al., 2014; Dai & Wang, 2021; 

Jaakonmäki et al., 2017; Lee et al., 2018; Mollen & Wilson, 2010; Palmatier et al., 2017; R. 

Thakur, 2018; Vaičiukynaitė et al., 2021; Vera-Martínez & Ornelas-Sánchez, 2021; Vivek 

et al., 2012). En este orden de ideas, conocer una forma de instrumentalizar la medición 

del CE por medio de datos textuales en redes sociales, enfocados en la relación entre las 

variables emocionales del consumidor digital y los demás factores del CE podrán traspasar 

una frontera de conocimiento en la forma de medición de este concepto, además de 

proporcionar herramientas a las marcas y comunidad académica para conocer las mejores 

formas de medición del involucramiento entre seguidores de redes sociales y mejorar la 

estrategia de relación con las marcas que siguen. 
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Pregunta de investigación 

De acuerdo con los antecedentes y el contexto previamente expuesto, se identifica una 

necesidad crucial para los gerentes de marketing: comprender en profundidad las 

percepciones y comportamientos de los consumidores hacia las marcas, especialmente en 

el ámbito digital. Este desafío plantea la oportunidad de avanzar en el conocimiento sobre 

la medición del CE, integrando el análisis de datos textuales y los constructos psicológicos 

relacionados con las emociones. En este contexto, surgen las siguientes preguntas 

detonantes que enmarcan la problemática: 

 

▪ ¿Cómo analizar la relación del CE a través de la información textual en redes sociales? 

 

▪ ¿Cuáles métricas o procesos analíticos pueden contribuir a evaluar esta relación? 

 

▪ ¿Cómo ampliar el análisis del CE midiendo factores emocionales del consumidor en 

redes sociales? 

 

A partir de estas preguntas iniciales, esta investigación se propone responder, de manera 

clara y específica, la siguiente pregunta de investigación: ¿Cuál es la incidencia del factor 

emocional en el involucramiento del consumidor, analizado mediante datos textuales de X, 

en seguidores de marcas del sector de medios masivos de comunicación? 

Objetivos 

Objetivo general 

▪ Evaluar la incidencia del factor emocional en el involucramiento de consumidor, por 

medio de datos textuales de X, en seguidores de marcas en el sector de medios 

masivos de comunicación. 

Objetivos específicos 

▪ Caracterizar las herramientas analíticas presentes en la literatura, enfocadas en la 

medición del CE por medio de datos textuales en redes sociales.  
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▪ Comparar los métodos analíticos existentes en la medición de emociones y 

sentimientos en el contexto de redes sociales. 

 

▪ Analizar la inclusión del factor emocional en la medición del CE usando datos textuales 

de la red social X en seguidores de marcas de medios masivos de comunicación. 

 

 

 

 

 





 

 
 

1. Marco teórico 

El corpus teórico de esta investigación se organiza en torno a cuatro secciones clave que 

articulan conceptos fundamentales relacionados con el DCE, lo que permite una 

comprensión integral de las interacciones entre consumidores y marcas en el entorno 

digital, destacando los aspectos emocionales, cognitivos y comportamentales que 

contribuyen al engagement, además, profundiza en los métodos y herramientas utilizados 

para medir el DCE y las emociones específicas que influyen en este fenómeno, ofreciendo 

un marco analítico robusto. Tabla 1-1 presenta el esquema del marco teórico. 

 

La primera sección aborda el concepto de CE, su evolución teórica y su importancia en el 

fortalecimiento de las relaciones entre consumidores y marcas, posteriormente, se 

examinan las emociones como un componente esencial del CE, explorando cómo estas 

influyen en las interacciones y en el nivel de compromiso del consumidor, luego se analiza 

la medición del DCE, incluyendo las métricas y procesos analíticos más relevantes en el 

ámbito digital; finalmente, se presenta un enfoque específico sobre la medición de 

emociones utilizando variables digitales, destacando el uso de datos textuales y 

herramientas avanzadas de análisis.  

 

Tabla 1-1: Esquema del marco teórico. 

Sección  Contenido Principal Autores Clave Conexión con el estudio 

1.1 CE 

Concepto que explica la interacción 

multidimensional (emocional, 

cognitiva y comportamental) entre 

consumidores y marcas. 

Brodie et al. (2013), Van Doorn et al. 

(2010) 

Fundamento teórico del DCE como 

constructo clave en el marketing 

digital. 

1.2 Las emociones y el CE 

Análisis de cómo las emociones 

específicas (ej., alegría, miedo) 

impactan el engagement del 

consumidor con las marcas. 

Hollebeek et al. (2014), Dessart et 

al. (2015) 

Permite vincular las emociones con 

el compromiso del consumidor en 

entornos digitales. 

1.3 La medición del DCE 

Herramientas y métricas para 

evaluar el engagement, como 

interacciones en redes sociales y 

análisis de sentimientos en datos 

textuales. 

Kumar et al. (2019), Vivek et al. 

(2012) 

Proporciona métodos para analizar 

el impacto del DCE en contextos 

digitales. 
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Sección  Contenido Principal Autores Clave Conexión con el estudio 

1.4 Medición de las emociones 

Métodos específicos para captar y 

analizar emociones utilizando 

variables digitales y modelos 

analíticos avanzados. 

Baldus et al. (2015), Hollebeek et al. 

(2014) 

Facilita la comprensión del impacto 

emocional en el engagement 

mediante análisis de datos textuales. 

Fuente: Elaboración propia. 

1.1 DCE 

Para comprender las dinámicas que configuran las interacciones entre consumidores y 

marcas en entornos digitales, es fundamental iniciar con el concepto de DCE. Este término 

engloba las experiencias y conexiones que los clientes establecen con una marca a través 

de diversos canales digitales, como redes sociales, aplicaciones móviles y sitios web. Más 

allá de promover la lealtad y la retención del cliente, el DCE se enfoca en la creación de 

un valor compartido que beneficia tanto a la empresa como al consumidor, consolidando 

una relación mutuamente significativa (Graciá, 2022). 

 

El DCE tiene diversas aproximaciones teóricas y perspectivas de estudio, ya que debe 

entenderse desde la perspectiva social, comportamental, digital y desde el marketing 

propiamente dicho (Palmatier et al., 2017). La Tabla 1-2 resume diversos conceptos del 

DCE desde diversas aproximaciones. 

 

Tabla 1-2: Aproximaciones al concepto del DCE. 

 

Fuente Tipo de variable Estudio Definición 

(Bowden, 2014) Actitudes  Conceptual 
Proceso psicológico que media la lealtad del consumidor hacia una marca, su 

disposición y compra. 

(Van Doorn et al., 

2010) 
Comportamiento Conceptual 

Comportamiento manifiesta del consumidor hacia la compra e interacción con 

la marca, resultando en motivadores hacia la misma. 

(Brodie et al., 2011) 
Actitudes, cognición, 

emociones 
Conceptual 

Aproximación psicológica del consumidor que involucra aspectos de la 

percepción de marca, opiniones y emociones focalizadas en la relación con las 

marcas. 

(Williams et al., 2019) 
Actitudes y 

comportamientos 
Conceptual 

Es el nivel de interacción de consumidores con sus marcas, manifestado en 

aspectos de su experiencia, lo que redunda en comportamientos y cogniciones 

específicas hacia las marcas. 

(Vivek et al., 2012) 

Actitudes, 

comportamientos, 

emociones 

Empírico 
Es un conjunto de predisposiciones y percepciones hacia las marcas que 

involucran elementos actitudinales y afectivos hacia las mismas. 

(Bonometti et al., 

2020) 
Comportamientos 
 

Conceptual 

El consumidor es influenciado por diversos elementos en su relación con las 

marcas, encontrándose los comportamientos de compra y experiencia como 

mediadores de la relación. 

(Bonometti et al., 

2020) 

Actitudes y 

comportamientos 
Empírico 

Es la mediación entre el consumidor y la marca, un elemento que establece 

una relación entre sus actitudes y la compra. 

Fuente: Elaboración propia. 
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De los diversos autores que evidencian conceptualizaciones del DCE, las perspectivas de 

Brodie et al. (2013) y Vivek et al. (2012) tienen en cuenta, además de factores cognitivos 

y comportamentales, una dimensión emocional como parte del entendimiento del 

concepto. En el caso de Brodie et al. (2013) el concepto del DCE se describe en un modelo 

que involucra factores cognitivos, comportamentales y emocionales, los cuales interactúan 

simultáneamente en los consumidores e influencian el involucramiento con las marcas. 

Una conceptualización posterior incluye el comportamiento online de consumidores como 

parte del contexto en el que se desenvuelven las dimensiones descritas (Brodie et al., 

2013). La Figura 1-1 presenta el resumen del modelo.  

 

En el concepto de Brodie et al., 2013 existe una diferencia marcada entre el DCE cuando 

se da en contexto online y offline, ya que, mientras en modo offline el DCE se considera 

invisible y poco evidente en comportamientos claros por parte de los consumidores, en 

modo online existen evidencias cognitivas, comportamentales y emocionales que éstos 

manifiestan en su huella digital en la interacción con marcas, llevándolo a un concepto 

digital. A continuación, se definen las tres dimensiones (Brodie et al., 2013). 

 

Figura 1-1:  Modelo conceptual del CE.  
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Nombre de la fuente: Brodie et al. (2013, p. 48). 
 
▪ Cognitiva: Se entiende como las percepciones de los consumidores digitales acerca de 

las marcas, la manera como interpretan la relación con las mismas y cómo conciben 

sus acciones digitales.  

 

▪ Emocional: Se enfoca en la reacción afectiva que se genera entre el consumidor y la 

marca por medio de su interacción y experiencia, se considera la dimensión más 

compleja, en términos que tiene diversos factores que pueden incidir y modificar la 

sensación perceptible en el consumidor. Por ejemplo, factores como la empresa, la 

industria, los productos y el posicionamiento de marca, pueden afectar la manera como 

el consumidor percibe sensaciones emocionales. Por otro lado, los roles del 

consumidor online también pueden afectar sus sensaciones emocionales:  la 

comunidad online, la posición del consumidor en la comunidad y los miembros de la 

misma, y la forma como inciden en las percepciones de la marca (influenciadores). 

 

▪ Comportamental: se manifiesta en acciones concretas que tiene consumidor en la 

interacción con la marca, los cuales son evidentes y dejan huella digital: me gusta, 

comentarios, compras, recomendaciones, entre otros.  

 

En el concepto de Vivek et al. (2012) el DCE depende de la participación y del 

involucramiento que tenga el consumidor con la marca, y se manifiesta, o externaliza, a 

través de diversas formas:  

 

▪ Valor: Manifiesta el valor que tiene para ellos una marca, por medio de lo que está 

dispuesto a pagar de más por sus productos, el interés de compra y fidelización. 

 

▪ Creencias: Las creencias positivas sobre la marca se manifiestan en formas simbólicas 

y explícitas como las percepciones que se dan en el punto de venta y en redes sociales. 

 

▪ Relación afectiva: Se manifiesta en las diversas relaciones y percepciones que 

desarrollan las personas con las marcas, aunque, a diferencia de las emociones, es 

una relación del largo plazo.  
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▪ Word of Mouth (WoM): Las verbalizaciones de las opiniones sobre las marcas, o las 

publicaciones digitales sobre las mismas, las cuales se pueden viralizar. 

 

▪ Lealtad: Se evidencia no sólo en las conductas de recompra, sino en la capacidad del 

consumidor por elegir permanente a la marca sobre otras.  

 

▪ Comunidad: El desarrollo de una comunidad de consumidores que promueven la 

marca y están atentos alrededor a sus actualizaciones y novedades. 

 

Analizando los diversos conceptos del DCE, la presente investigación tomará como base 

la base teórica de (Brodie et al., 2013), la cual tiene en cuenta factores de la psicología del 

consumidor que involucran a las emociones de los consumidores, aspecto que no ha sido 

ampliamente abordado en los demás referentes conceptuales, o que ha sido tenido en 

cuenta desde una concepción diferente al concepto base de la emoción, por ejemplo, como 

dimensiones de afectos o actitudes hacia las marcas. 

1.2 Las emociones y el CE 

Como se evidenció en la sección anterior, el DCE se construye a partir de interacciones 

multidimensionales, donde lo emocional desempeña un papel crucial, resulta 

indispensable profundizar en la inclusión de este componente dentro de su análisis. En 

este contexto, la presente investigación se enfoca en incorporar el concepto de emoción 

como una dimensión esencial en la medición del DCE. Para avanzar en esta dirección, es 

fundamental comprender qué significa la emoción en su nivel más elemental y, de manera 

crítica, cómo puede ser operacionalizada para su análisis en entornos digitales. La Tabla 

1-3 presenta diversas definiciones y aportes teóricos del concepto de emoción.  

 

Tabla 1-3: Conceptos sobre las emociones. 

 

Investigadores-perspectiva teórica Aportaciones principales en la definición de emoción 

James (1890)-fisiológica 

Experiencias subjetivas que las personas conocen, en parte, observando los 

cambios fisiológicos del organismo. Los cambios corporales siguen 

directamente a la percepción de un hecho excitante, y la emoción es la 

sensación que tenemos cuando se producen dichos cambios. 

Cannon 1929-neurológica 
Importancia de las estructuras cerebrales, concretamente el tálamo en la 

emoción. 

Schachter (1964); Schachter & Singer, (1962)-cognitiva 
Un estado emocional es el resultado de la interacción entre la activación 

fisiológica y la evaluación cognitiva que la persona realice de la situación. 
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Investigadores-perspectiva teórica Aportaciones principales en la definición de emoción 

Lang (1968); Lang et al. (1972)-perspectiva integradora 

Respuestas a estímulos significativos para un organismo que se producen en 

tres sistemas o conjuntos de procesos: a) neurofisiológico-bioquímico, b) 

motor o conductual-expresivo y c) cognitivo o experiencial-subjetivo 

Kleinginna & Kleinginna (1981)-perspectiva integradora 

Conjunto complejo de interacciones entre factores subjetivos y objetivos, 

mediatizados por sistemas neuronales u hormonales, que pueden generar: a) 

experiencias afectivas tales como los sentimientos de activación, de agrado o 

desagrado; b) procesos cognitivos como la percepción y evaluaciones; c) la 

activación de ajustes fisiológicos y d) un comportamiento que es, 

generalmente pero no siempre, expresivo, dirigido a una meta y adaptativo. 

Scherer (1984)-integral/cognitivo 

Diferentes modelos de procesos organizados e integrados que incluyen los 

eventos antecedentes, respuestas fisiológicas y neurológicas a estos 

eventos, la actividad de evaluación que influye en estos eventos, las 

reacciones motoras y disposición de acción que acompaña al estado de 

sentimiento, así como a los motivos correlacionados y comportamientos. 

Frijda (1986)-Cognitiva 

Tendencias a establecer, mantener o interrumpir una relación con el 

ambiente. La emoción puede ser definida como un cambio en la tendencia a 

una acción como respuesta a emergencias o interrupciones. 

(Lazarus & Lazarus, 1994)-cognitiva 

Reacciones complejas de nuestra mente y nuestro cuerpo, que incluyen un 

estado mental subjetivo, como el sentimiento de ira, de ansiedad; un impulso 

a actuar, como huir o atacar; y cambios profundos en nuestro cuerpo, tales 

como un incremento en el ritmo cardiaco o en la presión sanguínea. Algunos 

de estos cambios corporales nos preparan o sostienen para acciones de 

afrontamiento, y otros -como la postura, los gestos y las expresiones faciales-

, comunican a los demás lo que estamos sintiendo, o lo que queremos que 

otros crean que estamos sintiendo. 

Abeele & MacLachlan (1994)-fisiológica 

Destacan el carácter transitorio de las emociones, definiendo éstas como 

respuestas afectivas con una valencia (positivas o negativas), espontáneas y 

en gran medida, provocadas por estímulos externos. Las emociones son 

volátiles, responden y cambian con relación a las condiciones externas, y 

presentan una activación fisiológica. 

(LeDoux, 1995)-neurológica 

Identificación de las vías neuronales que subyacen a las emociones. 

Considera las emociones como un complejo fenómeno con diversos 

elementos: experiencia emocional o estados subjetivos; actividades 

emocionales expresivas o respuestas conductuales y cambios fisiológicos; 

evaluación de los estímulos en la amígdala (región cerebral esencial en el 

procesamiento de la significación emocional de los estímulos sensoriales). 

Holbrook (1995)-perspectiva integradora 

La experiencia del consumo contiene componentes emocionales mutuamente 

interdependientes: respuestas fisiológicas, interpretaciones cognitivas, 

sentimientos fenomenológicos y expresiones de comportamiento. 

Fuente: Simó (2001, pp. 28-19). 

 

Como puede evidenciarse en las diversas definiciones, existen cuatro perspectivas 

teóricas desde las cuales se aborda el concepto de las emociones (Andreu, 2003):  

 

▪ Perspectiva evolutiva: Entiende las emociones desde una perspectiva adaptativa, 

innatas y presentes en las diversas especies como método de supervivencia. Las 

reacciones ante estímulos determinados se han adquirido con la evolución y garantizan 

la supervivencia. 
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▪ Psicofisiológica: Las reacciones ante estímulos se manifiestan por medios fisiológicos, 

como la circulación sanguínea, sudoración y actividad dérmica e intestinal, por lo que 

la mejor forma de analizar emociones es por medios fisiológicos.  

 

▪ Neurológica: Las emociones se activan en lugares específicos del sistema nervioso 

central, por lo cual puede medirse el momento exacto y tipo de reacción neurológica.  

 

▪ Cognitiva: Define que las emociones son percibidas por los individuos y son 

interpretadas, codificadas y representadas en la experiencia del sujeto.  En este 

sentido, una persona puede evidenciar una emoción percibida a través de 

comportamientos manifiestos y percepciones verbalizadas. 

 

La presente investigación tiene presente el concepto de emoción desde una perspectiva 

cognitiva, es decir, en donde la forma de medir y evidenciar una emoción sea por medio 

de la relación entre la experiencia subjetiva del individuo y la expresión cognitiva o 

comportamental manifiesta, esto en la medida que permite, conceptualmente, unificarse 

con el concepto emocional del DCE visto anteriormente. En conclusión, se abordará el 

concepto emocional desde la perspectiva de Lazarus (1991), quien establece que las 

emociones se consideran experiencias subjetivas que, al tener una cognición en el sujeto, 

pueden interpretarse, clasificarse y medirse, ante una situación particular. Lo anterior 

permite operacionalizar el concepto de emoción de una manera más cercana a la 

perspectiva tenida en cuenta en la conceptualización del DCE, donde la emoción puede 

registrarse como una experiencia subjetiva en las comunidades online (Brodie et al., 2011).  

 

En términos de clasificación de emociones, Ekman (1993) estableció y categorizó diversas 

emociones presentes en el ser humano, las cuales pueden ser manifiestas por medios 

cognitivos y fisiológicos, especialmente los concernientes a las expresiones faciales. El 

autor establece que las expresiones faciales son universales en los seres humanos y 

diversas especies de primates, los cuales emiten reacciones musculares faciales como 

reacciones específicas de los individuos, teniendo una categorización de seis expresiones 

faciales correspondientes a seis emociones básicas del ser humano (Figura 1-2). 

 

Figura 1-2: Expresiones faciales 
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Nombre de la fuente: Ekman (1993). 
 
Lo anterior indica que se pueden categorizar emociones y se pueden medir por medio de 

comportamientos manifiestos, los cuales, en el caso de Ekman (1993) se pudieron medir 

por medio de expresiones faciales, no obstante, otros autores han logrado desarrollar 

escalas de medición cognitiva que manifiestan la expresión subjetiva del individuo 

(Roseman et al., 2010; Scherer, 1997). 

 

Las evidencias presentadas destacan que las emociones pueden ser medidas no solo 

desde perspectivas tradicionales, sino también a través de comportamientos manifiestos 

derivados de la interacción digital, como las reacciones a publicaciones y los comentarios 

escritos, que reflejan aspectos de la experiencia subjetiva del consumidor (Madlberger & 

Makoto, 2013). Estas manifestaciones, observables y cuantificables, ofrecen una ventana 

para profundizar en la relación entre las emociones y el DCE. A partir de esta base, autores 

como Giatsoglou et al. (2017) y Greco & Polli (2020), han desarrollado enfoques que 

combinan variables de reacción en redes sociales con IA y algoritmos de ML. Comprender 

cómo estas herramientas permiten operacionalizar el DCE resulta esencial para establecer 

las bases metodológicas que guiarán el análisis de su medición en esta investigación. 

1.3 La medición del DCE 

En el contexto de la medición del DCE, previamente discutido en términos de su 

vinculación con emociones y comportamientos manifiestos, resulta esencial considerar 
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cómo las escalas multidimensionales se han desarrollado para evaluar este constructo en 

su complejidad. La literatura evidencia que el engagement, especialmente cuando 

incorpora un componente emocional, no puede ser entendido desde una sola perspectiva, 

sino que requiere instrumentos capaces de integrar factores como emociones, lealtad, 

afectos y promoción de la marca (Vera-Martínez & Ornelas-Sánchez, 2021) Este enfoque 

multidimensional ha transformado el estudio del marketing, ya que permite capturar la 

naturaleza integral del engagement, como lo señalan Bowden (2014), Higgins & Scholer 

(2009) y Vivek et al. (2012). A través de escalas diseñadas para medir dimensiones 

específicas, como la propuesta por Vivek et al. (2012), es posible abordar el engagement 

desde una perspectiva transversal que considera tanto interacciones offline como digitales, 

sentando las bases para un análisis más detallado de sus componentes: 

 

1) Atención consciente: grado de interés que la persona tiene o desea tener en 

interactuar con el foco de su engagement; 2) participación entusiasta: reacciones y 

emociones relacionadas con el uso o la interacción del foco de su engagement; 3) 

conexión social: incremento de la interacción basada en la inclusión de terceros con 

el foco del engagement lo que indicaría una acción especial recíproca en la 

presencia de otros. (Vivek et al. (2012) como se citó en Vera-Martínez & Ornelas-

Sánchez, 2021, p. 7) 

 

De acuerdo con lo anterior, las escalas tradicionales no han tenido en cuenta el 

comportamiento online de los consumidores, incluyendo los insumos de información que 

las redes sociales e internet proporcionan, como los comentarios, me gusta, compartidas, 

reenvíos, reacciones, entre otros. En analítica digital, existen dos formas de medir el CE, 

una por la vía de indicadores y la otra por medio del ML (Zhang et al., 2022). 

 

En analítica digital, el DCE de redes sociales basa su medición en lo que se define como 

un KPI (Key Performance Indicator), una métrica específica para el éxito de cualquier 

acción, en este caso, en redes sociales, ya que el valor del indicador está relacionado 

directamente con uno de los objetivos establecidos para una campaña, presencia en 

redes...(Rakshit et al., 2022). Estos KPIs tienen diversas formas de ser calculados y 

diversos objetivos por medir: alcance, publicación, presencia, crecimiento, leads, 

conversiones, y engagement; en el caso de este último, existen diversas formas de usar 

las variables de comportamiento digital para calcular el involucramiento del seguidor de 
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una marca, ya que se considera el diálogo entre los potenciales clientes y la marca, como 

ejemplo de ello, se señalan las diversas formas de calcular la métrica de CE y las variables 

digitales usadas según Cool Tabs (2022): 

 

▪ Facebook: ((# me gusta + # de compartidos + # de comentarios)/ Usuarios alcanzados) 

x 100. 

 

▪ X: ((# me gusta + # de retuits + # de menciones)/ Usuarios alcanzados) x 100. 

 

▪ Instagram: ((# me gusta + # de comentarios) / Usuarios alcanzados) x 100. 

 

▪ LinkedIn: ((# recomendaciones + # de compartidos + # de comentarios)/ Usuarios 

alcanzados) x 100. 

 

▪ Pinterest: ((# me gusta + # de guardados + # de comentarios)/ Usuarios alcanzados) x 

100. 

 

▪ Google: ((# +1 + # de compartidos + # de comentarios)/ Usuarios alcanzados) x 100. 

 

Diversos estudios han propuesto metodologías y métricas para cuantificar este fenómeno, 

destacando enfoques que abarcan desde tasas de interacción y análisis de sentimientos 

hasta modelos avanzados que incorporan herramientas de IA, estas metodologías 

permiten capturar las múltiples dimensiones del engagement, integrando perspectivas 

cuantitativas y cualitativas que reflejan el comportamiento del consumidor en plataformas 

digitales. La Tabla 1-4 sintetiza las principales formas de cálculo del engagement y los 

autores clave que han contribuido a su desarrollo. 

 

Tabla 1-4: Métodos para calcular el engagement en redes sociales. 

 

Método  Descripción Autores 

Tasa de 

interacción 

Proporción de interacciones (me gusta, comentarios, compartidos) en relación con el alcance total o los seguidores de 

una publicación. Tasa de interacción=Alcance total Interacciones totales (me gusta, comentarios, compartidos)×100 

Fischer & 

Reuber (2011) 

Engagement por 

publicación 

Evalúa el nivel de engagement generado por cada publicación específica, permitiendo identificar contenidos de mayor 

impacto. 
Dessart et al. 

(2015) 
Engagement por publicación=Total de publicaciones Interacciones totales por publicación×100 

Tasa de clics 

(CTR) 

Mide la efectividad de las llamadas a la acción, calculando la proporción de clics en un enlace respecto a las 

impresiones totales. 
Kumar et al. 

(2019) 
CTR=Impresiones totales*Clics en el enlace×100 
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Método  Descripción Autores 

Engagement 

ponderado 

Asigna diferentes pesos a cada tipo de interacción para reflejar su relevancia en el compromiso general del usuario. Hollebeek et 

al. (2014) Engagement ponderado=a⋅(me gusta)+b⋅(comentarios)+c⋅(compartidos) 

Tasa de 

conversión 

Relaciona el número de conversiones realizadas (ej., compras, registros) con el total de interacciones, midiendo el 

impacto directo de las acciones digitales. 
Vivek et al. 

(2012) 
Tasa de conversión=Interacciones totales Conversiones realizadas×100 

Duración y 

frecuencia 

Mide el tiempo que los usuarios dedican a interactuar con un contenido y la recurrencia de estas interacciones en 

plataformas digitales. 
Kim & Ko 

(2012) 
Dwell Time=Número total de visitas Tiempo total de interacción 

Análisis de 

sentimiento 
Evalúa la valencia emocional de los comentarios y publicaciones mediante algoritmos de NLP y ML. 

Giatsoglou et 

al. (2017) 

Fuente: Elaboración propia. 

 

Como se discutió anteriormente, las métricas utilizadas para medir el DCE han 

evolucionado hacia modelos que buscan integrar tanto dimensiones emocionales como 

comportamentales. En este marco, el Engagement Score (ES) ha sido tradicionalmente 

concebido como una métrica básica que evalúa la interacción en plataformas digitales a 

través de indicadores como " me gusta", "retuits", "comentarios" y "compartidos." Este 

enfoque, aunque limitado en su capacidad para capturar aspectos cualitativos más 

profundos, ha sido ampliamente adoptado por su simplicidad y aplicabilidad en diversos 

contextos. Autores como Pletikosa Cvijikj & Michahelles (2013) enfatizan que estas 

métricas cuantitativas reflejan el nivel de atención y resonancia de los contenidos, 

subrayando la necesidad de complementarlas con herramientas que permitan captar la 

complejidad emocional y cognitiva inherente al engagement. 

 

Si bien el modelo tradicional se basa en variables fácilmente observables, este enfoque ha 

sido criticado por su reduccionismo. Según Peters et al. (2013), la ausencia de 

componentes emocionales y contextuales en el cálculo limita su capacidad para reflejar la 

profundidad del engagement. Adicionalmente, la falta de incorporación de dimensiones 

cognitivas y sentimentales subestima la complejidad de las interacciones digitales 

modernas, donde las emociones juegan un papel determinante en las decisiones y 

comportamientos del usuario (Stieglitz & Dang-Xuan, 2013). 

 

La literatura reciente ha enfatizado la necesidad de adoptar modelos más integrales que 

incluyan dimensiones comportamentales, cognitivas y emocionales. Por ejemplo, estudios 

de Pansari & Kumar (2017) han argumentado que el engagement debe conceptualizarse 

como un constructo multidimensional que refleje no solo las acciones visibles del usuario, 



40 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
sino también sus actitudes y estados emocionales. Este enfoque permite capturar la 

riqueza y complejidad de la interacción digital. 

 

▪ Incorporación del análisis de sentimientos: El análisis de sentimientos ofrece una vía 

efectiva para cuantificar la dimensión emocional del engagement. Según Bollen et al. 

(2011), el uso de técnicas de NLP para clasificar emociones como alegría, tristeza o 

enojo en textos publicados por los usuarios permite identificar patrones emocionales 

que influyen en la interacción digital. Integrar puntuaciones de sentimiento como 

variables en la fórmula del ES podría enriquecer significativamente su robustez. 

 

▪ Ponderación de variables comportamentales: Variables como la frecuencia de 

publicaciones, la proporción de retuits frente a publicaciones originales y el uso de 

etiquetas contextuales pueden ponderarse de acuerdo con su relevancia en el contexto 

analizado. Esto responde al planteamiento de Kumar et al., (2019), quienes sugieren 

que las interacciones digitales no son homogéneas y requieren un enfoque adaptativo 

para evaluar su impacto. 

 

▪ Incorporación de métricas de atención cognitiva: Variables como el tiempo de 

permanencia en contenidos específicos o la interacción con multimedia (como videos 

o imágenes) pueden servir como indicadores de atención cognitiva. Según Kumar et 

al., (2019), estas métricas enriquecen la evaluación del engagement al captar el grado 

de interés sostenido más allá de las acciones inmediatas. 

 

▪ Un modelo extendido del ES, acorde con las perspectivas anteriores, podría 

expresarse matemáticamente como: son ponderaciones ajustables según el contexto 

del estudio. Este enfoque permite una mayor flexibilidad y personalización en la 

evaluación del digital engagement. 

 

La evolución del ES hacia un modelo más robusto no solo refleja un avance teórico 

significativo, sino que también aporta una herramienta práctica para marcas y académicos 

que buscan comprender las complejas dinámicas de las interacciones digitales. La 

incorporación de dimensiones adicionales, como aspectos emocionales y contextuales, 

respaldada por la literatura académica, posiciona esta métrica como un indicador más 

preciso y adaptable en un entorno digital en constante transformación. Sin embargo, esta 



Marco teórico 41 

 

evolución exige una integración más profunda de metodologías avanzadas y tecnologías 

emergentes, particularmente aquellas que permitan capturar y analizar las emociones 

subyacentes en las interacciones en redes sociales, lo que marca el siguiente paso en esta 

discusión. 

1.4 Medición de las emociones con variables digitales 

Siguiendo la línea de la evolución metodológica en la medición del engagement, resulta 

crucial considerar cómo las emociones, como componente fundamental del DCE, pueden 

integrarse en los análisis de interacción en redes sociales; a diferencia del análisis de 

sentimientos, que se enfoca en polaridades como positivo o negativo, las emociones 

representan reacciones humanas espontáneas, nominales y específicas, como ira, 

felicidad o sorpresa, estas reacciones requieren un enfoque analítico que las identifique en 

dos fases: la detección de la emoción y su asociación con el texto correspondiente 

(Balaguer et al., 2019; Shaheen et al., 2015). Este enfoque amplía significativamente la 

capacidad para comprender el engagement en su complejidad, vinculando no solo 

acciones observables, sino también respuestas emocionales profundamente humanas. 

 

El análisis de emociones usando fuente textual, según la literatura revisada, tiene diversos 

métodos de análisis similares a los usados en análisis de sentimiento, no obstante, la 

diferencia radica en que, debido a la naturaleza de dos fases, donde primero se identifica 

la emoción y luego se asocia el texto, el aprendizaje supervisado es el método 

comúnmente usado (Shaheen et al., 2015). Los métodos encontrados en la literatura 

pueden dividirse de la siguiente manera: 

1.4.1 Primera Fase: Detección de emoción 

Entendiendo que la primera fase se basa en detección de emociones, algunos autores han 

desarrollado formas de medición de emociones con datos digitales basados en 

diccionarios de emociones (Huangfu et al., 2013; Patacsil, 2020; Shaheen et al., 2015). 

 

Diccionarios de emociones: Los autores señalan algunos pasos esenciales para la 

detección y parametrización de emociones y poder asociarlas con textos de manera 

rigurosa:  
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▪ Construcción de diccionario de emoción (Shaheen et al., 2015). 

 

▪ Generación de tipos de emoción (Patacsil, 2020). 

 

▪ Detección por expresión corporal (Pereira et al., 2019). 

 

Códigos faciales: Estas herramientas permiten detectar las micro expresiones faciales 

asociadas con una emoción, incluso si ésta no ha sido consciente por parte del sujeto, 

aspecto que mayor valor se le ha asociado, es por eso que se han trabajado como fase 

previa, o contingente, a la escritura sobre marcas en redes sociales, mostrando indicadores 

de predicción importantes, llegando al 85% de precisión de emociones basadas en la 

categorización de (Ekman, 1993; Kring & Sloan, 2007; Lewinski et al., 2014). El proceso 

de código facial consiste en detectar micro expresiones en tiempo real a la escritura, las 

cuales se encuentran asociadas con emociones, y, basada en la unidad de tiempo, asociar 

emociones y escritura, creando un diccionario inicial, el cual, posteriormente, se podrá 

validar con métodos supervisados de análisis textual (Greco & Polli, 2020; Madlberger & 

Makoto, 2013; Martín de Diego et al., 2018; Nabi, 2003; Wang et al., 2018a). 

1.4.2 Segunda Fase: Asociación texto-emoción 

Para los métodos supervisados para el aprendizaje de emociones (Bollapragada et al., 

2020; Dai & Wang, 2021; Huangfu et al., 2013; Pereira, 2010; Malik & Hussain, 2017; 

Patacsil, 2020; Shaheen et al., 2015; Troussas et al., 2013), los autores validaron y 

definieron métodos de aprendizaje supervisado analizando patrones de texto dirigidos 

hacia una categoría de emoción específica, a diferencia de demarcar solamente una 

polaridad sentimental, de tal manera que, al definir el objetivo de categoría emocional, la 

máquina aprendiera sobre palabras o textos asociados con la misma. Sus métodos fueron 

los mismos a los métodos supervisados de análisis de sentimiento, sólo que dirigidos de 

una forma diferente: 

 

▪ Support Vector Machines (SVM): Los vectores de soporte son usados por diversos 

autores (Huangfu et al., 2013; Shaheen et al., 2015) para crear entrenamientos de 

lenguaje por medio escrito, y luego poder etiquetar palabras y oraciones para que, una 

vez se contara con nuevos textos, dirigir y agrupar dichos textos categorías de emoción 

previamente definidas. Estos mismos autores (Huangfu et al., 2013; Shaheen et al., 
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2015) encontraron mejores precisiones de emoción a través de textos, ya que, por la 

naturaleza previa de la primera fase, la asociación y el entrenamiento previo fue 

necesario para asociar palabras con emociones y crear un objetivo de supervisión. En 

este caso no aplican los algoritmos naturales ya que es necesario estimar objetivos en 

este procesamiento. 

 

▪ Naïve Bayes: En el análisis textual, Ruz et al. (2020) y Troussas et al. (2013), usaron 

el Naïve Bayes Classifier (NBC) para detectar no sólo sentimientos (polaridades), sino 

también emociones específicas, el algoritmo se desempeñó adecuadamente para 

hacer predicciones de texto, pero tiene un recuerdo significativamente menor y es 

necesario entrenarlo en más ocasiones.  

 

▪ Modelos adaptados del aprendizaje no supervisado: Algunos autores, Malik & Hussain 

(2017) y Wang & Cui (2018), han usado modelos no supervisados como el NLP y las 

Redes Neuronales Profundas, no obstante, al notar que se requería una referencia u 

objetivo para asociar el aprendizaje y hacerlo supervisado, crearon adaptaciones 

híbridas de estos modelos teniendo una adaptación de la asociación emoción-texto 

más eficaz. Un ejemplo es la adopción de un modelo llamado BERT-Large previamente 

entrenado para obtener una representación dependiente del contexto para cada token 

(emoción) de cada enunciado en una conversación (Malik & Hussain, 2017; Wang & 

Cui, 2018). 

 

▪ Transformadores de IA: La medición de emociones en medios textuales utilizando 

modelos basados en GPT (Generative Pre-trained Transformers) implica analizar el 

lenguaje natural para identificar y clasificar las emociones expresadas en el texto. Este 

proceso se basa en el uso de NLP que se han entrenado en grandes volúmenes de 

datos textuales. Estos modelos pueden detectar patrones emocionales en el texto 

mediante la clasificación de las palabras, frases y oraciones en diferentes categorías 

emocionales, como felicidad, tristeza, enojo, entre otros. Los modelos GPT se destacan 

por su capacidad para capturar contextos complejos y matices en las emociones 

expresadas, lo que permite una evaluación más precisa y matizada del estado 

emocional del usuario (Li et al., 2023a). 
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Los anteriores métodos de medición de DCE y emociones permiten evidenciar el uso de 

variables digitales y redes sociales (comentarios y reacciones) como una nueva forma de 

evaluación de factores y fenómenos del consumidor digital. La presente investigación 

buscará la manera de, a través del análisis de comentarios en redes sociales, analizar la 

incidencia de las emociones, como factor, en el DCE, en un contexto de medición por 

medio de comentarios de seguidores en redes sociales, de tal manera que se pueda 

obtener una instrumentalización más completa de los factores que inciden en el mismo, 

específicamente, la incidencia de la medición de emociones. 



 

 
 

2. Diseño metodológico 

La guía metodológica seguida en esta tesis doctoral se fundamentó en el modelo propuesto 

por Saunders et al. (2009), el cual establece un proceso estructurado que abarca las 

siguientes dimensiones: paradigma, razonamiento, método, información y hallazgos. Este 

marco permitió construir un diseño metodológico coherente y riguroso, adaptado a los 

objetivos de la investigación y al fenómeno analizado. 

 

Paradigma de investigación: Desde un enfoque post positivista, esta investigación abordó 

el estudio del DCE con criterios de objetividad, predicción y comprensión empírica. El 

paradigma post positivista reconoce las limitaciones inherentes al conocimiento humano y 

propone aprehender de la realidad tanto como sea posible mediante el uso de 

herramientas analíticas que permitan validar hallazgos observables (Saunders et al., 

2009). En este contexto, el análisis de métodos y datos digitales se planteó como una vía 

para captar dinámicas objetivas del comportamiento del consumidor y su relación 

emocional con las marcas. Este paradigma fue esencial para construir una base sólida que 

guiara tanto el diseño teórico como la operacionalización de los métodos de análisis 

empleados. 

 

Razonamiento deductivo: Para una aproximación sistemática al fenómeno de estudio, este 

enfoque partió de una postura teórica previamente identificada, basada en el modelo de 

Brodie et al. (2013), el cual integra el factor emocional como componente central del DCE. 

A partir de esta base teórica, se realizaron observaciones sobre el comportamiento de los 

datos textuales recopilados de plataformas digitales, con el objetivo de verificar y extender 

las hipótesis propuestas. Este proceso deductivo garantizó un vínculo directo entre las 

teorías existentes y los hallazgos empíricos, lo que fortaleció la validez interna del estudio. 

 

Métodos mixtos de investigación: Combina estrategias cualitativas y cuantitativas para 

lograr un entendimiento integral del fenómeno investigado. Este enfoque permitió no solo 
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capturar la riqueza de los datos textuales en su dimensión cualitativa, sino también analizar 

patrones y relaciones a través de técnicas cuantitativas. La complementariedad entre 

ambos métodos fue clave para abordar los objetivos específicos de la investigación, 

ofreciendo una perspectiva holística que conecta la descripción de las emociones con su 

impacto medible en el DCE. 

 

Fases de la investigación: El diseño metodológico se estructuró en tres fases principales, 

cada una con estrategias específicas para la recolección y análisis de información: 

 

▪ RSL: Esta fase inicial permitió identificar los principales enfoques teóricos y 

metodológicos utilizados en la medición del DCE y las emociones. La revisión incluyó 

bases de datos académicas y herramientas analíticas que sirvieron como referencia 

para construir el modelo propuesto. 

 

▪ Análisis cualitativo de datos textuales: A través del uso de algoritmos de NLP, se 

exploraron patrones emocionales en más de 50,000 publicaciones de la plataforma X. 

Esta etapa fue fundamental para comprender cómo las emociones específicas se 

manifiestan en interacciones digitales. 

 

▪ Validación cuantitativa mediante SEM: Finalmente, se utilizó un SEM para analizar la 

relación entre las dimensiones emocionales y el engagement, lo que permitió 

cuantificar la influencia de las emociones en el DCE. 

 

Esta estructura metodológica, sustentada en un marco teórico robusto y herramientas 

analíticas avanzadas, asegura la validez y la aplicabilidad de los hallazgos obtenidos, 

contribuyendo al avance del conocimiento en el ámbito del marketing digital y el análisis 

del engagement emocional. 

2.1 Estudio 1 

Aportó en la solución del objetivo específico 1, mediante la caracterización de los modelos 

analíticos usados en el estudio de información textual con redes sociales, haciendo énfasis 

en X, todo enfocados en la medición del involucramiento de consumidor. Lo anterior busca 

conocer los factores, variables y proceso analítico que siguen estos métodos. Para esta 



Diseño metodológico 47 

 

fase se desarrolló una RSL relacionada y se utilizaron métodos cualitativos de análisis para 

categorizar y analizar las propuestas teóricas alrededor del tema por medio del método 

narrativo como se identifica en la Figura 2-1. 

 

Figura 2-1: Fases RSL por Kitchenham. 

 
Nombre de la fuente: (Tebes et al., 2019). 
 

2.1.1 Subfases del estudio 

1. Implicó la lectura, comprensión y categorización de los diferentes métodos de análisis 

de información textual, y los modelos resultantes para dicho análisis. 

 

2. Se siguió la estrategia PICO (Population, Intervention, Comparison, and Outcome) para 

RSL, definiendo las variables de la siguiente forma:  

 

▪ Population: Seguidores de marcas en redes sociales (énfasis en X). 

 

▪ Intervention: Métodos de análisis de CE asociados con información textual de 

comentarios en redes sociales. 

 

▪ Control (comparación): Métodos de análisis de CE por medio de diversas estrategias 

analíticas: KPIs, sentimientos, percepciones de marca. 
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▪ Outcome (resultado): Compendió de los principales métodos y protocolos mencionados 

en la literatura académica asociados con el análisis de la información textual para 

diagnóstico del involucramiento de consumidor. 

 

3. Una vez analizados los modelos, se categorizaron y se tuvo en cuenta el método que 

mejor adaptabilidad pudiera tener para el análisis de las variables que se propone 

investigar en este estudio, además del proceso analítico realizado para la medición del 

CE. 

2.2 Estudio 2 

Aportó en la solución del objetivo específico número dos, mediante un análisis comparativo 

entre los métodos de análisis textual de las emociones y sentimientos, de tal manera que 

permita evidenciar posibles compatibilidades de medición y la inclusión de los métodos de 

análisis de emociones en el DCE. Para este estudio, se realizó una nueva RSL relacionada 

con los métodos de medición textual de emociones y se analizó comparativamente cómo 

podría incluirse como parte del análisis del CE.  

2.2.1 Subfases del estudio 

1. Implicó la lectura, comprensión y categorización de los diferentes métodos de análisis 

de información textual, y los modelos resultantes para el análisis de emociones. 

 

2. Se siguió la estrategia PICO para RSL, definiendo las variables de la siguiente forma:  

 

▪ Population: Seguidores de marcas en redes sociales (énfasis en X). 

 

▪ Intervention: Métodos de análisis de emociones asociados con información textual de 

comentarios en redes sociales. 

 

▪ Control (comparación): Métodos de análisis de emociones por medio de diversas 

estrategias analíticas: ML supervisado y no supervisado.  
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▪ Outcome (resultado): Compendio de los principales métodos y protocolos mencionados 

en la literatura académica asociados con el análisis de la información textual para 

diagnóstico de emociones. 

 

3. Una vez analizados los modelos, se categorizaron y se tuvo en cuenta el método que 

mejor adaptabilidad pudo tener para el análisis de las variables que se propone 

investigar en este estudio. Por otro lado, se compararon los métodos de los estudios 1 

y 2, buscando compatibilidad en el uso de variables, método analítico y factores 

asociados. 

2.3 Estudio 3 

Aportó en la solución del objetivo específico 3, donde se realizó un ejercicio analítico por 

medio del uso de una muestra de datos de comentarios de X sobre marcas de medios 

masivos de comunicación, esta muestra de datos buscó usar los métodos de medición de 

los estudios 1 y 2, de tal manera que se puedan analizar las dimensiones del CE 

propuestas por Brodie et al. (2013): cognitivas (percepciones de marca y polaridades de 

sentimiento en comentarios), comportamentales: (reacciones, me gusta, compartidas) y 

emocionales (emociones detectadas en comentarios). Al final se analizó, por medio de 

métodos multivariados, como las ecuaciones estructurales, la incidencia de cada factor en 

el constructo general del CE, y se hizo énfasis en la incidencia del factor emocional en el 

mismo. 

2.3.1 Subfases del estudio 

En el desarrollo del Estudio 3, se adoptó el modelo de metodología CRISP-DM para guiar 

de manera rigurosa y sistemática el análisis de datos. El modelo CRISP-DM, según 

Shearer (2000) es un estándar ampliamente reconocido en la industria y en la investigación 

académica para la estructuración de proyectos de minería de datos, asegurando que se 

cubran todas las fases críticas de un proceso de análisis exhaustivo y replicable. 

 

El proceso CRISP-DM consta de seis fases interconectadas que proporcionan un marco 

metodológico robusto para la extracción y análisis de información significativa a partir de 

grandes volúmenes de datos textuales y estructurados (ver Anexo B). Una vez adaptado 

este modelo, se siguieron los procedimientos necesarios: 
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1. En un primer momento, se seleccionó una muestra de comentarios en una 

temporalidad determinada desde febrero de 2023 a febrero de 2024, la cual provino de 

la compra de comentarios de la herramienta licenciada (Apify), comentarios en idioma 

español de la red social de X usados en formato csv. La red social X se usa por su 

naturaleza de opinión, su posición en cantidad de seguidores, importancia del 

involucramiento e importancia para los medios masivos de comunicación. Aquí algunas 

consideraciones en la definición y ajuste de la muestra: 

 

Aleatorización de la muestra  

Para asegurar que no existiera un sesgo temático, o por alguna variable que afectara el 

análisis, los comentarios se seleccionaron al azar según la temática, tipo de publicación, 

autores y puntaje de engagement, utilizando un algoritmo de selección aleatoria simple 

programado en Python, lo que garantizó que no existiera dominio de ninguna variable 

dentro de los datos finales. 

 

Selección temporal 

El período de recolección de datos abarcó desde octubre de 2023 hasta octubre de 2024, 

durante este tiempo, se monitorearon los eventos significativos que podrían influir en el 

comportamiento de los usuarios, como campañas publicitarias mayores y acontecimientos 

globales. Esta consideración permitió evaluar las fluctuaciones en el engagement y las 

emociones expresadas, ajustando los análisis para reflejar el impacto temporal en los datos 

recogidos. 

 

Herramienta de recolección de datos  

Se utilizó la herramienta Apify para la adquisición de comentarios, seleccionando 

únicamente aquellos en idioma español de la red social X. Esta plataforma proporciona un 

acceso continuo a datos en tiempo real, permitiendo un monitoreo efectivo de las 

interacciones de los usuarios, sin embargo, se evaluaron críticamente las capacidades y 

limitaciones de la herramienta, especialmente en términos de representatividad y posible 

sesgo en la recolección de datos: se implementaron procedimientos de validación y 

limpieza de datos para mitigar estos efectos, asegurando así la calidad y la autenticidad 

de la muestra. Se seleccionaron los medios de comunicación con más seguidores en X 

(Tweet Binder, 2024): 
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▪ El Tiempo: @eltiempo (5.25M seguidores) 

 

▪ Noticias RCN: @NoticiasRCN (4.72M seguidores) 

 

▪ Revista Semana: @RevistaSemana (4.51M seguidores) 

 

▪ Blu Radio: @BluRadioCo (3.67M seguidores) 

 

▪ Caracol Radio: @CaracolRadio (3.48M seguidores) 

 

▪ El Espectador: @elespectador (3.37M seguidores) 

 

▪ Juan Alberto Castro: @JuanAlvaroC (3.26M seguidores) – Periodista 

 

▪ Noticias Caracol: @NoticiasCaracol (3.23M seguidores) 

 

▪ Canal RCN: @CanalRCN (3.18M seguidores) 

 

▪ El Heraldo: @ElHeraldoCo (2.51M seguidores) 

 

▪ La FM: @LaFMOficial (2.48M seguidores) 

 

▪ Caracol TV: @CaracolTV (2.47M seguidores) 

 

▪ KienyKe: @kienyke (2.67M seguidores) 

 

▪ FM Radio: @FMRadioCo (2.37M seguidores) 

 

▪ Impulso Digital: @ImpulsoDigital (2.34M seguidores) 

 

▪ Vanguardia: @vanguardia (2.28M seguidores) 

 

▪ El Colombiano: @elcolombiano (2.23M seguidores) 
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▪ Prisma Media: @PrismaMediaCol (2.17M seguidores) 

 

▪ Denuncias Antioquia: @DenunciasAntioq (2.16M seguidores) - Noticiero regional 

 

▪ RCN Radio: @rcnradio (2.07M seguidores) 

 

Por otro lado, se realizaron procedimientos sobre estos comentarios recolectados. 

 

Calidad y autenticidad de los comentarios 

Para controlar la calidad y autenticidad de los comentarios recolectados, se recolectaron 

datos de cuentas verificados, adicionalmente se aplicaron algoritmos específicos para 

identificar y excluir bots, spam y comentarios no genuinos. Estos algoritmos utilizaron 

técnicas avanzadas de detección de anomalías y patrones de interacción no humanos, 

basados en la frecuencia de publicación, redundancia de contenido, ubicación de IP (sólo 

en Colombia: 4.7110, -74.0721, Ratio: 800 km), y otros marcadores digitales que sugieren 

actividad automatizada. Esta estrategia permitió minimizar las distorsiones en el análisis 

de engagement y emoción de los consumidores. 

 

Métodos de análisis subsecuentes 

Una vez recolectada y depurada la muestra, se emplearon técnicas avanzadas de NLP y 

aprendizaje automático para analizar el contenido emocional y temático de los 

comentarios: se utilizaron varios modelos para el análisis de sentimientos, incluyendo 

TextBlob, que emplea un enfoque basado en lexicones, y el modelo BETO previamente 

entrenado, específico para análisis de sentimientos en español.  

 

▪ TextBlob (basado en lexicones): TextBlob es una herramienta de NLP que emplea un 

enfoque basado en lexicones para el análisis de sentimientos. En este estudio, se 

utilizó para identificar la polaridad general de los comentarios, clasificándolos en 

categorías de sentimientos positivos, negativos o neutros. Esta técnica permitió realizar 

un análisis inicial y rápido de las emociones presentes en la muestra textual, 

asegurando una cobertura amplia de los datos recolectados (Andreu, 2003). 
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▪ Modelo BETO: Representa un modelo de aprendizaje profundo basado en 

transformadores, preentrenado específicamente para el idioma español. Este modelo 

se empleó para realizar un análisis más detallado y preciso de las emociones presentes 

en los comentarios. BETO permitió capturar matices complejos del lenguaje, 

incluyendo expresiones idiomáticas y modismos, garantizando que las emociones 

fueran identificadas con un alto nivel de precisión. Además, su capacidad para manejar 

grandes volúmenes de datos facilitó la categorización de los comentarios según 

emociones específicas como alegría, tristeza, miedo y sorpresa (Andreu, 2003). 

 

Para la detección de emociones, se usaron métodos basados en lexicones y 

transformadores, como ROBERTa, que permitieron identificar emociones básicas como 

alegría, tristeza, ira, miedo, sorpresa y asco. 

 

▪ Modelo ROBERTa: Representa un modelo de transformadores optimizado para el 

análisis de texto se utilizó para realizar una clasificación más detallada y precisa de las 

emociones en los datos textuales. En este estudio, ROBERTa fue preentrenado con 

grandes cantidades de datos en español para garantizar su capacidad de identificar 

emociones con alta sensibilidad. El modelo permitió analizar las emociones no solo a 

nivel de palabras individuales, sino también en función del contexto de las oraciones 

completas, logrando distinguir entre emociones similares que dependían de matices 

lingüísticos y modismos propios del idioma. Este enfoque contextual aseguró una 

detección más precisa de emociones complejas y matizadas en los comentarios 

analizados (Andreu, 2003). 

 

En el análisis de temas, se aplicó el modelo de LDA (Latent Dirichlet Allocation) para 

identificar los principales tópicos en los textos, complementado con transformadores como 

Sentence-BERT para mejorar la asignación semántica de temas. 

 

▪ LDA: El modelo LDA se utilizó para identificar los principales tópicos presentes en los 

textos analizados. Este método, basado en un enfoque probabilístico, asume que cada 

documento es una mezcla de temas y que cada tema está representado por una 

distribución de palabras. En este estudio, LDA permitió descomponer los comentarios 

en tópicos latentes, asignando probabilidades a cada palabra dentro de los temas 

identificados. Esta técnica fue fundamental para extraer patrones temáticos generales, 
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proporcionando una visión inicial de las áreas de interés en las interacciones digitales 

(Andreu, 2003). 

 

▪ Sentence-BERT: Para complementar el análisis temático y mejorar la precisión 

semántica en la asignación de tópicos, se empleó Sentence-BERT, un transformador 

optimizado para la representación contextual de oraciones. Sentence-BERT permitió 

medir la similitud semántica entre los textos analizados, agrupándolos en temas con 

mayor coherencia lingüística. Este modelo fue preentrenado en grandes corpus en 

español, lo que garantizó que los tópicos asignados reflejaran con precisión las ideas 

principales expresadas en los comentarios. Además, su capacidad para procesar 

relaciones contextuales entre oraciones contribuyó a refinar los resultados obtenidos 

por LDA, superando las limitaciones de modelos puramente probabilísticos (Andreu, 

2003). 

 

Después de probar estos modelos, se seleccionaron los de mejor desempeño para el 

análisis final: BETO para el análisis de sentimientos, ROBERTa para la detección de 

emociones y Sentence-BERT para la identificación de temas, asegurando un análisis 

integral y preciso del contenido textual. 

 

2. El CE global se analizó por medio del ES de Kaushik (2009), el cual ya ha sido validado 

y entrenado con suficiente histórico de datos con diversas evoluciones a lo largo de su 

planteamiento en 2010. Junto al CE global por comentario y usuario, se procedió a 

realizar una medida de factores cognitivos (sentimiento, conglomerado de 

conversación), comportamentales (me gusta, compartida, reacción) y emocionales (de 

los métodos del Estudio 2) del CED, analizando su incidencia en la medida global, para 

especificaciones del método revisar Anexo B (ver Ecuación (2.1)) 

 

𝐸𝑆𝐴 =
(𝑅𝑒𝑎𝑐𝑐𝑖𝑜𝑛𝑒𝑠 𝑇𝑜𝑡𝑎𝑙𝑒𝑠 + 𝐶𝑜𝑚𝑒𝑛𝑡𝑎𝑟𝑖𝑜𝑠 + 𝐶𝑜𝑚𝑝𝑎𝑟𝑡𝑖𝑑𝑜𝑠) ∙ 𝑆

𝑉𝑖𝑠𝑡𝑎𝑠 𝑇𝑜𝑡𝑎𝑙𝑒𝑠
 (2.1) 

 

Donde: 

 

▪ Reacciones Totales: Suma de me gusta, me encanta... 
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▪ Comentarios: Total de comentarios en la publicación. 

 

▪ Compartidos: Número de veces que la publicación se compartió. 

 

▪ Vistas Totales: Cantidad de visualizaciones de la publicación. 

 

▪ S: Análisis de Sentimiento (valores normalizados entre -1 y +1, donde -1 es sentimiento 

negativo, 0 es neutral, y +1 es positivo). 

 

3. Finalmente, usando métodos multivariados de análisis como el de ecuaciones 

estructurales, se analizaron dichas incidencias y se enfocó en evaluar el peso de cada 

factor, haciendo énfasis en el peso del factor emocional. Como escenario final, la 

investigación evidencia la influencia que tiene el factor emocional (junto con los otros 

factores) (Brodie et al., 2011) en el DCE. La Figura 2-2 presenta un ejemplo de la 

manera como se evaluó esta incidencia. Además del análisis de factor, también se 

analizó si existe alguna variación acorde con variables de clasificación como: tipo de 

publicación, tipo de contenido, autor.   

 

Figura 2-2: Modelo dimensional de medición. 

 

Nombre de la fuente: Adaptado de Brodie et al., (2011). 
 
En este análisis, que examina la incidencia del factor emocional en el DCE, el SEM resulta 

especialmente relevante al permitir modelar dinámicas complejas en datos textuales, 

también debido a la naturaleza exploratoria del estudio, la heterogeneidad de los datos 

textuales y la necesidad de modelar relaciones predictivas entre constructos emocionales 

y el digital engagement. Además, este método permite manejar datos no paramétricos y 

heterogéneos, características fundamentales para investigaciones que buscan generar 

CE
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Factor 
Cognitivo

Factor 
Comporta

mental



56 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
modelos prácticos y aplicables. Según Hair et al. (2017), su flexibilidad y enfoque en la 

varianza explicada refuerzan su utilidad en contextos multidimensionales, como el 

presente análisis, donde se combinan constructos emocionales, comportamentales y 

contextuales. 

 

Este enfoque metodológico permitió evaluar la relación entre los constructos latentes y su 

impacto en el ES, utilizando indicadores específicos para cada dimensión. A continuación, 

se describen las medidas empleadas, clasificadas entre aquellas destinadas a la validación 

del modelo y las que evalúan la incidencia de las dimensiones en el ES: 

 

Medidas para la validación: Partial Least Squares Structural Equation Modeling 

(PLS-SEM)  

Medida de consistencia interna: Evalúa la consistencia interna de los indicadores 

asociados a cada constructo. Valores superiores a 0.7 aseguran que los indicadores miden 

de manera consistente su respectivo constructo. 

 

▪ Validez convergente (AVE): La varianza promedio extraída (AVE) mide cuánto varían 

los indicadores en relación con su constructo latente. Valores superiores a 0.5 sugieren 

que los indicadores comparten más varianza con su constructo que con el error, 

garantizando una validez convergente adecuada. 

 

▪ Validez discriminante: Garantiza que cada dimensión del modelo (emocional, cognitiva, 

comportamental) sea conceptualmente distinta. Esto se evalúa comparando la raíz 

cuadrada del AVE de cada constructo con las correlaciones entre constructos, donde 

la primera debe ser mayor. 

 

▪ Cargas factoriales: Reflejan la fuerza de la relación entre los indicadores observables 

(ej., frecuencia de interacciones, intensidad emocional) y los constructos latentes. 

Valores superiores a 0.7 indican que el indicador contribuye significativamente a la 

medición del constructo. 

 

Medidas que evalúan la incidencia de las dimensiones en el ES: 
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▪ Varianza explicada (R²): Indica el porcentaje de variabilidad del ES que puede ser 

explicado por las dimensiones emocional, cognitiva y comportamental: Un R² alto 

sugiere que las dimensiones incluidas en el modelo son relevantes para explicar el 

engagement. 

 

▪ Coeficientes de los caminos estructurales: Cuantifican la magnitud y dirección de la 

influencia de cada dimensión en el ES:  un coeficiente positivo para la dimensión 

emocional indica que un incremento en las emociones detectadas se asocia con un 

aumento en el engagement. La significancia estadística de estos coeficientes, evaluada 

mediante pruebas de bootstrap, valida la fuerza de estas relaciones. 

 

Acorde con las variables extraídas para este análisis, se dimensionaron de la siguiente 

forma, la Tabla 2-1 presenta las variables específicas por cada dimensión. 

 

Tabla 2-1: Variables obtenidas en los datos. 

 

Dimensión Variables 

Comportamental 

viewCount 

quoteCount 

replyCount 

retweetCount 

likeCount 

author/favouritesCount 

author/followers 

author/following 

isRetweet 

isReply 

possiblySensitive 

Cognitiva 

- Sentimiento Extremo Positivo 

- Sentimiento Positivo 

- Sentimiento Neutro Positivo 

- Sentimiento Neutro 

- Sentimiento Neutro Negativo 

- Sentimiento Negativo 

- Sentimiento Extremo Negativo 

- Topic 

- PossiblySensitive 

Emocional 

- Alegría 

- Tristeza 

- Ira 

- Miedo 

- Sorpresa 

- Asco 

- Detecta_Emotion 

Fuente: Elaboración propia. 
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En resumen, esta tesis se compone de tres fases, cada una con una finalidad asociada a 

los objetivos, la Figura 2-3 presenta un ejemplo del proceso y fases de la investigación. 

 

Figura 2-3: Proceso de investigación. 

 

Nombre de la fuente: Elaboración propia. 
 

2.3.2 Consideraciones éticas 

Dado que el estudio implica el análisis de comentarios en redes sociales, se han 

establecido protocolos específicos para garantizar la protección de la privacidad de los 

individuos y el cumplimiento de las normativas vigentes. 

 

Respeto a la privacidad 

La privacidad de los usuarios cuyos datos se han analizado en este estudio es de máxima 

prioridad. Aunque los datos recolectados de Brand 24 provienen de fuentes públicas, se 

ha procedido con precaución para asegurar que no se puedan identificar individualmente 

a los participantes: 

 

▪ Todos los datos han sido anonimizados antes del análisis, eliminando o codificando 

cualquier información que pudiera llevar a la identificación personal. 

 

▪ Se ha evitado el uso de cualquier dato que Brand 24 haya marcado como privado o 

restringido, respetando las configuraciones de privacidad de los usuarios. 

 

Consentimiento informado 

RSL Medición del CE textual

•Revisión de los métodos 
existentes

•Revisión de la validez de 
los métodos

RSL Medición de 
emociones y análisis 
comparativo

•Revisión de los métodos 
existentes

•Comparación vs 
métodos de CE 

•Definición de los 
métodos a usar

Aplicación de un análisis de 
datos conjunto: CE y 
emociones

•Recolección de datos de 
X: comentarios fans 
medios masivos de 
comunicación

•Aplicación de medición 
con métodos de estudio 
2

•Análisis multivariado de 
factores asociados al CE: 
énfasis en emoción
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Aunque los datos provienen de interacciones públicas y no se requirió consentimiento 

directo, se ha informado a los usuarios, a través de las plataformas de redes sociales en 

cooperación con Apify, sobre el uso potencial de sus comentarios en investigaciones. Este 

procedimiento sigue las recomendaciones de las directrices éticas para investigaciones en 

internet propuestas por asociaciones relevantes en el campo de la ética en la investigación. 

 

Confidencialidad  

Se han tomado medidas estrictas para asegurar que los datos estén seguros y sean 

accesibles solo para el equipo de investigación: 

 

▪ Los datos almacenados están cifrados y protegidos con contraseñas seguras. 

 

▪ Solo los investigadores principales tienen acceso a la base de datos completa. 

 

Uso de software y herramientas  

El uso de herramientas como Apify y algoritmos de OpenAI para el NLP se ha llevado a 

cabo con licencias adecuadas y siguiendo todas las directrices de uso ético de software. 

Se han revisado y aceptado los términos de servicio y políticas de privacidad de estos 

servicios para garantizar que la recolección y análisis de datos se adhieran a las 

normativas éticas aplicables. 

 

Consideraciones sobre publicación y diseminación 

 

▪ Los resultados de esta investigación se publicaron de manera que no comprometa la 

privacidad o el anonimato de los sujetos involucrados. 

 

▪ Ningún dato personal o identificable será divulgado en ninguna publicación o 

presentación. 

 

▪ Las conclusiones se presentaron de manera agregada para evitar la identificación 

indirecta de los participantes. 

 

Adicionalmente, la presente investigación se acoge a los códigos éticos en investigación 

de ESOMAR y la ley de Habeas Data, los cuales indican que, por un lado, la recolección 
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de información es totalmente voluntaria, se guardará siempre la privacidad de los datos, y 

adicionalmente sólo serán usados con fines de investigación, y nunca se usará con fines 

comerciales o algún objetivo diferente a la presente investigación (ESOMAR, 2025; Ley 

1266 Habeas Data, 2008). 

 

 

 

 

 

 

 

 

 



 

 
 

3. Resultados 

3.1 Métodos de medición del DCE usando análisis 
textual: RSL 

3.1.1 Introducción 

En la era digital actual, el engagement de los consumidores ha emergido como un pilar 

fundamental para las empresas en su búsqueda de forjar conexiones significativas con su 

audiencia a través de plataformas en línea. Jones et al. (2020) destacan la trascendencia 

del digital engagement para establecer estas conexiones vitales, mientras que subrayan el 

valor de la información textual —proveniente de redes sociales, blogs y comentarios en 

línea— como una mina de datos para comprender el comportamiento y las preferencias de 

los consumidores. A pesar de la abundancia de investigaciones enfocadas en el digital 

engagement, existe una notable ausencia de una síntesis integral de métodos para su 

evaluación basada en información textual. Investigaciones previas han abordado en su 

mayoría métodos de evaluación generales (Brodie et al., 2013) o se han concentrado en 

plataformas específicas como las redes sociales (Mangold & Faulds, 2009). 

 

La importancia del digital engagement en las estrategias de marketing ha sido destacada 

por diversos autores (Jones et al., 2020). Aunque se ha investigado ampliamente el DCE 

del consumidor, existe una carencia en la síntesis de métodos para evaluar este fenómeno 

a partir de información textual. Mientras algunas revisiones se centran en métodos 

generales de evaluación del engagement, otras se enfocan en plataformas específicas 

como las redes sociales. Evaluar el digital engagement a través de la información textual 

no solo permite medir la efectividad de las estrategias de marketing digital, sino que 

también brinda la oportunidad de adaptar mensajes y acciones para mejorar la interacción 

con los consumidores (Ballesteros, 2019). 
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La evaluación del DCE mediante información textual no solo posibilita a las organizaciones 

medir la efectividad de sus estrategias de marketing digital, sino que también ofrece la 

oportunidad de adaptar sus mensajes y acciones para optimizar la interacción con los 

consumidores (Ballesteros, 2019). Por tanto, una RSL que explore cómo evaluar el DCE a 

través de la información textual contribuirá significativamente tanto al avance del 

conocimiento en este ámbito como a la optimización de estrategias de marketing digital 

para las empresas, fomentando relaciones más fuertes con los consumidores en el entorno 

digital. 

 

Una RSL que aborde cómo evaluar el digital engagement del consumidor a través de la 

información textual no solo contribuirá al avance del conocimiento en este campo, sino que 

también proporcionará a las empresas herramientas y enfoques para optimizar sus 

estrategias de marketing digital y fortalecer sus relaciones con los consumidores en 

entornos digitales. 

3.1.2 Justificación de la revisión 

Según Jones et al. (2020), el DCE se ha convertido en un factor crucial para las empresas 

que buscan establecer conexiones significativas con sus consumidores en entornos 

digitales. Por otro lado, Jones et al. (2020) señalan que la información textual, como la 

generada en redes sociales, blogs y comentarios en línea, ofrece una fuente rica de datos 

para comprender el comportamiento y las preferencias de los consumidores en el entorno 

digital. 

 

Si bien existe una gran cantidad de investigaciones sobre el digital engagement del 

consumidor, no existe una síntesis completa de los métodos para evaluar este fenómeno 

a partir de información textual. Las revisiones existentes se centran en métodos generales 

de evaluación del engagement (Brodie et al., 2013) o en plataformas específicas como las 

redes sociales (Mangold et al., 2009) 

 

La evaluación del digital engagement a través de la información textual no solo permite a 

las organizaciones medir la efectividad de sus estrategias de marketing digital, sino que 

también les brinda la oportunidad de adaptar sus mensajes y acciones para mejorar la 

interacción con los consumidores (Ballesteros, 2019). 
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Por lo tanto, una RSL que aborde cómo evaluar el DCE a través de la información textual 

no solo contribuirá al avance del conocimiento en este campo, sino que también 

proporcionará a las empresas herramientas y enfoques para optimizar sus estrategias de 

marketing digital y fortalecer sus relaciones con los consumidores en el entorno digital.  

 

Esta RSL tiene como objetivo llenar este vacío al proporcionar una síntesis completa y 

actualizada de los métodos para evaluar el digital engagement del consumidor a partir de 

información textual. Esto permitirá a los investigadores y profesionales: 

 

▪ Comprender mejor los diferentes tipos de digital engagement del consumidor. 

 

▪ Identificar los métodos más adecuados para evaluar el engagement en diferentes 

contextos. 

 

▪ Desarrollar estrategias más efectivas para mejorar el digital engagement del 

consumidor. 

 

Los resultados serán de gran utilidad para las empresas que buscan mejorar sus 

estrategias de marketing digital y aumentar el engagement con sus clientes. La información 

proporcionada ayudará a las empresas a seleccionar los métodos de evaluación más 

adecuados para sus necesidades y a desarrollar estrategias más efectivas para interactuar 

con sus clientes en el mundo digital.  

 

En resumen: El objetivo de este trabajo es explorar los métodos de evaluación de digital 

engagement del consumidor a partir de información textual. La pregunta de investigación: 

¿Cómo se puede evaluar el digital engagement del consumidor a través de la información 

textual? 

3.1.3 Metodología 

No se identificaron revisiones de literatura previas sobre el tema relacionado, una RSL: 

“Tiene como objetivo comprender, localizar y sintetizar de manera exhaustiva 

investigaciones que tengan que ver con una pregunta particular, utilizando procedimientos 

organizados, transparentes y replicables en cada paso del proceso" (Kitchenham, 2007, p. 



64 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
17). Se utilizaron las bases de datos: Scopus, WoS y literatura gris en Google Scholar.  La 

estrategia de búsqueda fue manual bajo el esquema PICO, como se presenta en la Tabla 

3-1. 

 

Tabla 3-1: Esquema PICO de la RSL. 

 

Elemento Descripción 

Población (P) 
Consumidores que interactúan digitalmente con productos, servicios o 

marcas. 

Intervención (I) 
Implementación de métodos de evaluación específicos para analizar la 

interacción digital de los consumidores a partir de información textual. 

Comparación (C) 
Comparación de diferentes enfoques y herramientas de evaluación de digital 

engagement del consumidor. 

Resultado (O) 

Identificación de los métodos más eficaces y precisos para medir el digital 

engagement del consumidor a través de información textual, con el objetivo 

de mejorar la comprensión del comportamiento del consumidor en entornos 

digitales y optimizar estrategias de marketing y comunicación. 

Fuente: Elaboración propia. 

 

Descriptores  

Para asegurar la relevancia y precisión de las palabras clave seleccionadas en el artículo 

("evaluación," "engagement digital," "consumidor," "información textual," "personalidad de 

marca," "minería de textos," "comportamiento del consumidor," "entornos digitales"), se 

realizó una validación de descriptores utilizando varias plataformas de thesauri 

académicos como STW Thesaurus, Business Thesaurus, ERIC, y el UNESCO Thesaurus. 

A continuación, se detalla cómo se llevó a cabo este proceso. 

 

▪ STW Thesaurus for Economics: Se validaron términos como "engagement digital" y 

"consumidor," encontrando equivalencias en conceptos relacionados con "digital 

interaction" y "consumer behavior." El descriptor "evaluación" se reconoció en su 

variante en inglés como "evaluation," respaldando su uso en estudios de economía 

digital. 

 

▪ Business Thesaurus: Para identificar términos clave en el ámbito de negocios y 

marketing, los descriptores "personalidad de marca" y "comportamiento del 

consumidor" fueron corroborados, confirmando que son términos estandarizados 

dentro del campo de marketing y análisis de mercado. "Text mining" fue validado como 

equivalente directo de "minería de textos," lo que ratifica la inclusión de este término 

en el artículo. 
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▪ Education Resources Information Center (ERIC): En esta base de datos centrada en 

educación, el descriptor "información textual" se relacionó con términos como "textual 

analysis" y "information processing." Aunque ERIC está más orientada hacia la 

educación, validó la relevancia del análisis textual en investigaciones de 

comportamiento digital, especialmente en entornos educativos y de marketing. 

 

▪ UNESCO Thesaurus: Este thesaurus proporciona una visión más amplia y 

multidisciplinaria. Los términos "evaluación" y "entornos digitales" se encontraron como 

conceptos estandarizados, lo que refuerza su aplicación en estudios de interacción 

digital y análisis de comportamientos en línea. 

 

El proceso de validación con estas plataformas confirma que los descriptores 

seleccionados son pertinentes y ampliamente reconocidos en el ámbito académico y 

profesional. Esto proporciona solidez conceptual de la RSL, asegurando que los términos 

utilizados están alineados con el vocabulario estandarizado en estudios de digital 

engagement, análisis textual, y comportamiento del consumidor. 

 

▪ Palabras clave: evaluación del compromiso digital del consumidor, información textual, 

personalidad de marca, minería de textos, comportamiento del consumidor en entornos 

digitales. 

 

▪ Keywords: Evaluation of consumer digital engagement, Textual information, Brand 

personality, Text mining, Consumer behavior in digital environments. 

 

▪ Ecuación de búsqueda genérica: ("digital engagement" OR "consumer digital 

engagement" OR "digital consumer behavior") AND ("textual information" OR "text 

mining" OR "web analytics") AND ("evaluation" OR "assessment" OR "measurement") 

 

Se utilizaron los elementos de la pregunta de investigación (Research Questions) para 

determinar los términos principales y para los cuales se buscaron sinónimos o palabras 

alternativas. Se usan los operadores booleanos para la conjunción de los términos de 

búsqueda.  Por lo tanto, las cadenas de búsqueda fueron las descritas en la Tabla 3-2.   
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Tabla 3-2: Ecuaciones de búsqueda y resultados. 

 

Fuente Encontrados Cumplieron  Estrategia de búsqueda Fecha  

WoS 68 19 

digital engagement OR consumer digital engagement OR digital consumer behavior 

(All Fields) AND textual information OR text mining OR web analytics OR AI OR 

machine learning (All Fields) AND evaluation OR assessment OR measurement (All 

Fields) 

Febrero de 

2024 

Scopus 63 48 

(TITLE-ABS-KEY(digital AND engagement OR consumer OR digital AND consumer 

AND behavior) AND ALL (textual AND information OR text AND mining OR web AND 

analytics OR Machine learning OR AI) AND ALL (evaluation OR assessment OR 

measurement)) 

Febrero de 

2024 

Google 

Scholar 
149 46 

("digital engagement" OR "consumer digital engagement" OR "digital consumer 

behavior") AND ("textual information" OR "text mining" OR "web analytics" OR “ai” OR 

“machine learning”) AND ("evaluation" OR "assessment" OR "measurement") 

Febrero de 

2024 

Total 290 113   

Fuente: Elaboración propia. 

 

El tiempo de revisión tomado fue desde el año 2013, donde empezó el crecimiento de 

datos a nivel digital, desde donde el crecimiento en la producción académica creció. Se 

examinaron utilizando criterios de inclusión / exclusión aplicados primero a nivel de título, 

resumen y palabras clave, y luego a nivel de artículo completo. Se incluyeron los artículos 

que proveen evidencia directa sobre medición de engagement a partir de información 

textual de diversas fuentes online, que además usaron métodos cuantitativos como base 

de su análisis, así como que el uso de información textual. No se incluyeron términos como 

análisis cualitativo, detección de sarcasmo textual o percepciones, ya que se alejan del 

concepto de engagement, entendido como el compromiso o involucramiento general del 

consumidor con contenidos digitales.  Se excluyeron los artículos que no eran relevantes 

para el objetivo de este estudio, como estudios de carácter clínico-psicológico, matemático 

o de ingeniería de datos estructurada, así como estudios que usaran métodos cualitativos 

de análisis como base. Así mismo se excluyeron artículos no disponibles. Los resultados 

obtenidos por cada fuente fueron los siguientes:  

 

▪ 290 artículos en total encontrados. 

 

▪ 68 artículos encontrados en WoS, de estos, 19 cumplieron con los criterios de inclusión 

y exclusión.  

 

▪ 63 artículos en Scopus, 48 cumplieron con los criterios de inclusión y exclusión.  
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▪ 149 resultados en Google Scholar, con el fin de obtener literatura gris. 46 artículos 

cumplieron con los criterios de inclusión y exclusión. 

 

Esto arrojó un total de 113 artículos que cumplieron requisitos de inclusión y exclusión de 

acuerdo con el objetivo el estudio, es decir, una vez leído abstracts, palabras clave y 

contenidos resumen, cumplían con todos los criterios establecidos anteriormente. 

 

Se realizó la evaluación de la calidad de los artículos, tomando la validez de calidad 

sugerida por Kmet et al. (2004, p. 4-5) donde se calificó cada uno de los artículos 

seleccionados, como sigue: Se analiza si el objetivo está claramente descrito en la 

introducción, seguido de la evaluación del diseño del estudio, asegurando que sea 

identificable y apropiado para la pregunta de investigación. Además, se examina la 

selección de sujetos, grupos de comparación o variables de entrada, garantizando su 

adecuada descripción y pertinencia. En estudios cualitativos, se revisa la descripción y 

sistematicidad de los métodos de recolección de datos. Se considera también si el tamaño 

de muestra es adecuado en relación con los objetivos del estudio. Otro aspecto esencial 

es la descripción y justificación de los métodos analíticos, asegurando su pertinencia. 

Posteriormente, se evalúa si los resultados se informan con suficiente detalle, abarcando 

tanto los principales como los secundarios. Finalmente, se valora si las conclusiones están 

respaldadas por los resultados, garantizando su coherencia y evitando interpretaciones 

especulativas. 

 

Se puntuaron los 8 ítems indicando el grado en que se cumplieron los criterios específicos 

("sí" = 2, "parcial" = 1, "no" = 0. Los ítems no aplicables a un diseño de estudio en particular 

se marcaron "n/a" y se excluyeron del cálculo de la puntuación resumida. Se calculó un 

puntaje resumido para cada trabajo sumando el puntaje total obtenido entre los ítems 

relevantes y dividiéndolo entre el puntaje total posible (es decir: 18 - (número de “n / a” x 

2). Para la determinación de la validez de la calidad del documento, se comparó el puntaje 

obtenido en relación con el umbral mínimo establecido que para este estudio es del 60% 

del puntaje total.  

 

En el Anexo D puede encontrarse el análisis de calidad obtenido. De este análisis de 

calidad, 4 artículos fueron eliminados debido la falta de umbral en los ítems de calidad 

determinados para artículos con base cuantitativa como método de análisis de resultados. 
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Sin embargo, en artículos donde los datos obtenidos provienen de sitios web como X, 

Amazon o IMDB, las características de la muestra tomada (subject characteristics) están 

rara vez disponibles, probablemente debido a que los usuarios asociados a estos tienen 

su PII oculta. La única información disponible en algunos de los artículos es acerca de la 

cantidad de reseñas o la experiencia de los usuarios participantes en la literatura analizada. 

12 artículo fue eliminado por falta de acceso a descarga del archivo, dejando en la inclusión 

final de esta revisión un total de 44 artículos, de los cuales se agrega una muestra en este 

informe (ver Anexo E). Al cerrar el proceso, se define el flujo de artículos en el siguiente 

diagrama (Figura 3-1). 

 

Figura 3-1: Diagrama de flujo de artículos. 

 

Nombre de la fuente: Elaboración propia. 
 

3.1.4 Resultados y discusión 

De los 43 artículos incluidos en el análisis final, se realizó un análisis cualitativo de 

hallazgos por medio del método narrativo, el cual comprendió entender los diversos 

códigos temáticos encontrados y relacionados con el objetivo de esta revisión.  

 

Enfoque teórico 

El enfoque teórico se basa en varios marcos conceptuales clave que son fundamentales 

para entender cómo las empresas y los investigadores evalúan y miden el engagement del 

consumidor a través de diferentes metodologías. Este enfoque teórico se puede estructurar 

en los siguientes componentes: 

290 artículos en 
búsqueda inicial

113 artículos cumplen 
criterios de 

inclusión/exclusión

90 para revisión inicial 
de artículo

45 artículos incluídos en 
revisión de calidad 

43 artículos 
seleccionados
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1. Teoría del compromiso del consumidor: La teoría del compromiso del consumidor se 

centra en la interacción activa de los consumidores con las marcas, productos, y 

servicios en plataformas digitales (Munaro et al., 2024). Este enfoque sostiene que el 

engagement no solo implica la simple exposición a contenido, sino una participación, 

emocional y cognitiva. Los principales componentes de esta teoría incluyen: 

 

• Dimensiones del engagement: Compromiso cognitivo, afectivo y comportamental que 

los consumidores muestran hacia una marca o contenido. Estas dimensiones se 

pueden medir a través de interacciones como comentarios, me gusta, compartidos, y 

tiempo de permanencia. 

 

• Factores de influencia: Factores que afectan el nivel de engagement, como la calidad 

del contenido, la relevancia, la personalización, y las experiencias pasadas del 

consumidor con la marca. 

 

2. Teoría de la minería de datos y ML: Los avances en la minería de datos y ML han 

permitido el desarrollo de técnicas sofisticadas para analizar grandes volúmenes de 

datos textuales y de comportamiento, lo que es crucial para evaluar el engagement del 

consumidor en el entorno digital (Rafia et al., 2021): 

 

▪ Técnicas de ML: Algoritmos como Random Forest, Naïve Bayes, y el modelado de 

temas se utilizan para predecir y clasificar el engagement del consumidor basándose 

en patrones históricos y datos no estructurados. 

 

▪ Visualización y análisis predictivo: Estas técnicas permiten a los investigadores no solo 

entender el comportamiento actual del consumidor, sino también predecir futuros 

patrones de engagement, proporcionando insights valiosos para la toma de decisiones 

estratégicas. 

 

3. Análisis de redes sociales semánticas: Este enfoque se enfoca en cómo las 

interacciones entre los consumidores y entre los consumidores y las marcas en 

plataformas sociales influyen en el engagement (Ai et al., 2024): 
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▪ Estructura de redes sociales: El análisis de redes sociales semánticas ayuda a mapear 

y entender cómo se difunden los contenidos y cómo se forman comunidades en torno 

a una marca, lo cual es crucial para medir el engagement. 

 

▪ Impacto de los influencers: Las redes sociales permiten identificar a actores clave 

(influencers) que tienen un impacto significativo en el engagement de otros usuarios.  

 

Este enfoque teórico integra múltiples marcos conceptuales para proporcionar una 

comprensión integral del engagement del consumidor en el entorno digital. Desde la teoría 

del compromiso del consumidor y el modelo SOR hasta las técnicas avanzadas de minería 

de datos y SEM, cada componente contribuye a una visión multidimensional de cómo las 

interacciones digitales impactan el comportamiento del consumidor y su relación con las 

marcas. Este marco proporciona una base sólida para esta RSL, permitiendo una 

estructura clara para analizar y comparar estudios sobre el engagement del consumidor 

en plataformas digitales.  

 

Categorías de análisis 

Estas macro categorías de análisis permiten derivar la construcción de códigos temáticos 

que surgen alrededor de estos tres ejes. La Figura 3-2 muestra los diversos códigos que 

surgieron del análisis. 

 

Figura 3-2: Codificación temática. 
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Nombre de la fuente: Elaboración propia. 
 
Para evaluar el digital engagement en plataformas digitales, la literatura revela dos 

enfoques predominantes: algunos autores optaron por realizar análisis utilizando solo una 

fase, mientras que otros emplearon un enfoque de dos fases. Estos enfoques 

metodológicos ofrecen diferentes perspectivas sobre cómo entender y medir el 

engagement, adaptándose a las necesidades específicas de cada estudio y a las 

particularidades de los datos analizados. 

 

Análisis en una fase 

El análisis de una fase se caracteriza por enfocarse exclusivamente en un aspecto del 

proceso de evaluación del engagement, ya sea a través de la interpretación de textos o 

mediante la correlación de métricas de engagement con variables observadas. Este 

enfoque suele ser directo y específico, permitiendo una evaluación concentrada en un solo 

tipo de dato o técnica analítica. 

 

Por ejemplo, el análisis automatizado de textos (ATA) se enfoca exclusivamente en la 

interpretación de grandes volúmenes de datos textuales generados por los usuarios, como 

comentarios en redes sociales o reseñas de productos, sin correlacionar estos hallazgos 

con métricas de engagement adicionales (Humphreys & Wang, 2018). En esta lógica, se 

identifican patrones, palabras clave y temáticas generales que pueden ofrecer insights 

sobre las percepciones y actitudes de los consumidores hacia una marca o producto. 

Similarmente, la visualización de datos mediante nubes de palabras se utiliza para 

representar visualmente las palabras y términos más frecuentes en los textos analizados, 

permitiendo identificar temas y emociones dominantes sin correlacionarlos directamente 

con datos de engagement (Bose et al., 2020; Nazir et al., 2023). 

 

Otro enfoque de una fase se centra en la correlación directa de datos de engagement con 

variables observadas mediante técnicas de regresión. Este método evalúa cómo diferentes 

variables, como la calidad del contenido o el tipo de plataforma, afectan directamente las 

métricas de engagement, como me gusta, compartidos y comentarios. Filipovic & 

Arslanagic-Kalajdzic (2023) implementaron un enfoque de regresión para correlacionar 

estímulos de contenido digital con respuestas de comportamiento del consumidor, 

demostrando cómo ciertas características del contenido influyen en el nivel de 
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engagement. Esta lógica de análisis también es evidente en estudios como el de Mariani 

et al. (2023), quienes examinaron cómo los dispositivos de envío de reseñas influyen en 

las calificaciones de los usuarios a través de análisis de regresión lineal. 

 

Análisis en dos fases 

En contraste, el análisis en dos fases ofrece una visión más integrada del digital 

engagement, combinando el análisis de textos o contenido multimedia con la evaluación 

de métricas de engagement. Este enfoque permite no solo entender el contenido en sí, 

sino también cómo este contenido afecta el comportamiento del consumidor en términos 

de engagement. 

 

El análisis de sentimientos es un ejemplo típico de un enfoque en dos fases. Este método 

primero clasifica las emociones y polaridades de los comentarios o reseñas utilizando 

técnicas de NLP, y luego correlaciona estos hallazgos con métricas de engagement como 

me gusta, compartidos y comentarios (Bose et al., 2020; Chun et al., 2021; Karmagatri et 

al., 2023). Por ejemplo, Chun et al. (2021) aplicaron el análisis de sentimientos para 

identificar cómo los temas discutidos en publicaciones de Facebook influyen en la 

interacción de los usuarios, demostrando que los sentimientos positivos tienden a generar 

mayor engagement. 

 

Otro enfoque en dos fases es el modelado de temas (Topic Modeling) seguido de un 

análisis de engagement. Este enfoque primero identifica temas clave dentro de los textos 

utilizando técnicas como LDA, y luego correlaciona estos temas con métricas de 

engagement para evaluar cómo las diferentes conversaciones afectan la interacción del 

usuario (Karmagatri et al., 2023; Munaro et al., 2024). Munaro et al. (2024) por ejemplo, 

utilizaron el modelado de temas para identificar cómo los estilos lingüísticos de los 

influencers de YouTube influyen en el engagement de los seguidores, mostrando que 

ciertos temas generan más interacciones que otros. 

 

Además, el Modelado de Ecuaciones Estructurales (SEM) representa una sofisticada 

aproximación de dos fases, en la que se modelan relaciones complejas entre variables 

observadas y latentes, permitiendo una evaluación detallada de cómo diferentes factores 

(cognitivos, afectivos y comportamentales) contribuyen al engagement del consumidor 

Haga clic o pulse aquí para escribir texto.Chun et al., 2021), por ejemplo, utilizaron el SEM 
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para analizar cómo las variables cognitivas y afectivas impactan el engagement durante el 

aprendizaje a partir de textos múltiples, demostrando las relaciones estructurales entre 

estos factores y su efecto en el engagement. 

 

Fase 1: Análisis de textos, comentarios o contenido multimedia  

La Fase 1 del análisis de digital engagement se centra en la evaluación de textos, 

comentarios y, en algunos casos, contenido multimedia generado por los usuarios en 

plataformas digitales. Este análisis es crucial para comprender las percepciones, actitudes 

y emociones de los consumidores hacia una marca, producto o servicio, antes de 

correlacionar estos hallazgos con métricas de engagement más directas en fases 

posteriores. Los métodos identificados fueron: 

 

Análisis Automatizado de Textos (ATA)  

ATA es un enfoque ampliamente utilizado para procesar y analizar grandes volúmenes de 

datos textuales, como comentarios en redes sociales, reseñas de productos y 

publicaciones en blogs. Este método emplea diversas técnicas de NLP para extraer 

información significativa de textos no estructurados, permitiendo a los investigadores 

identificar patrones, temas recurrentes y emociones expresadas por los consumidores. 

 

Técnicas y algoritmos utilizados 

ATA generalmente emplea una combinación de técnicas de NLP que incluyen la 

tokenización, la eliminación de palabras vacías, el stemming, y la lematización, con el fin 

de preprocesar el texto y preparar los datos para un análisis más profundo. Uno de los 

algoritmos más utilizados en este contexto es el LDA, que se emplea para el modelado de 

temas. Este algoritmo permite identificar temas ocultos dentro de un corpus de documentos 

mediante la agrupación de palabras que tienden a aparecer juntas (Blei et al., 2003). 

 

Además, el Análisis de Sentimientos es otra técnica comúnmente utilizada dentro del ATA, 

en la que se aplican algoritmos de clasificación como Naïve Bayes o SVM para clasificar 

las opiniones de los consumidores en categorías de sentimiento positivo, negativo o neutral 

(Cui, 2006) Estos algoritmos se entrenan utilizando conjuntos de datos etiquetados 

previamente y se aplican a nuevos textos para predecir la polaridad de los sentimientos 

expresados en los comentarios o reseñas. 

 



74 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
Fuentes de Datos. Las fuentes de datos para el ATA suelen ser plataformas de redes 

sociales como X, Facebook, y YouTube, así como reseñas de productos en sitios de 

comercio electrónico como Amazon. Por ejemplo, Humphreys & Wang (2018) emplearon 

datos de comentarios en blogs y redes sociales para analizar cómo los consumidores 

expresan sus percepciones y actitudes hacia marcas específicas. Asimismo, Bose et al. 

(2020) utilizaron datos de reseñas de productos alimenticios en Amazon para realizar un 

análisis de sentimientos utilizando el NRC Emotion Lexicon, un recurso que clasifica 

palabras en diferentes categorías emocionales. 

 

Variables y dimensiones 

En el ATA, las variables clave incluyen la frecuencia de términos específicos, la aparición 

de ciertas palabras clave, y las categorías de sentimientos o emociones identificadas en el 

texto. Las dimensiones del análisis pueden incluir tanto el contenido semántico (lo que se 

dice) como la forma (cómo se dice), lo que permite un análisis más matizado de cómo los 

consumidores se relacionan con una marca o producto. Las variables emocionales, como 

la alegría, la tristeza o el disgusto, se cuantifican para evaluar el estado afectivo general 

de los consumidores respecto a un tema o producto específico. 

 

Resultados y Aplicaciones. Los resultados del ATA suelen incluir la identificación de temas 

clave que son recurrentes en los comentarios de los consumidores, así como un perfil 

emocional agregado basado en el análisis de sentimientos. Por ejemplo, Nazir et al. (2023) 

identificaron que palabras relacionadas con la conveniencia y la seguridad estaban 

fuertemente asociadas con sentimientos positivos en las reseñas de productos 

tecnológicos, lo que sugería que estos eran factores clave en la percepción de valor de los 

consumidores. De manera similar, Karmagatri et al. (2023) utilizaron el ATA para evaluar 

la percepción de los bancos digitales en Indonesia, identificando que términos asociados 

con la facilidad de uso y la accesibilidad eran prominentes en los comentarios positivos. 

 

Visualización de datos con nubes de palabras  

Otra técnica dentro de la Fase 1 es la visualización de datos mediante nubes de palabras, 

que permite representar de manera gráfica la frecuencia de palabras clave en un corpus 

de textos. Esta técnica es útil para identificar rápidamente los términos más importantes y 

recurrentes en las opiniones de los consumidores, proporcionando una visión clara de los 
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temas y preocupaciones que dominan las discusiones en torno a una marca o producto 

(Filipovic & Arslanagic-Kalajdzic, 2023; Humphreys & Wang, 2018; Munaro et al., 2024). 

 

Técnicas y algoritmos utilizados 

Las nubes de palabras se generan utilizando algoritmos que cuentan la frecuencia de cada 

palabra en el texto y luego ajustan el tamaño de la fuente de cada palabra en la 

visualización final en función de su frecuencia relativa. Algunas herramientas y bibliotecas 

de software comunes para generar nubes de palabras incluyen WordCloud en Python, R 

(utilizando paquetes como tm y wordcloud), y TagCrowd. Estos algoritmos se pueden 

aplicar tanto a datos preprocesados (donde se han eliminado palabras vacías y se ha 

realizado el stemming) como a datos sin procesar, dependiendo del objetivo del análisis 

(Hu & Liu, 2004; Humphreys & Wang, 2018). 

 

Fuentes de datos 

Las nubes de palabras se aplican a datos textuales provenientes de diversas fuentes, como 

reseñas de productos, comentarios en redes sociales, y transcripciones de entrevistas. Por 

ejemplo, Bose et al. (2020) utilizaron esta técnica para visualizar las palabras más 

comunes en las reseñas de productos alimenticios en Amazon, destacando términos como 

"sabor", "orgánico" y "precio" como los más recurrentes en las opiniones de los 

consumidores. 

 

Variables y dimensiones 

La principal variable en la visualización de nubes de palabras es la frecuencia de aparición 

de cada término en el corpus de textos. La dimensión visual añade un componente 

cualitativo al análisis, donde el tamaño de las palabras en la nube representa su 

importancia relativa dentro del conjunto de datos. Esta técnica permite identificar 

rápidamente cuáles son las preocupaciones, intereses o emociones predominantes entre 

los consumidores, proporcionando un punto de partida para análisis más profundos 

(Filipovic & Arslanagic-Kalajdzic, 2023; Humphreys & Wang, 2018; Munaro et al., 2024). 

 

Resultados y Aplicaciones 

Los resultados de las nubes de palabras son visualizaciones que facilitan la identificación 

de temas y términos recurrentes en el discurso del consumidor. Estos resultados se 

pueden utilizar para diseñar estrategias de marketing que respondan directamente a las 
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preocupaciones expresadas por los consumidores. Por ejemplo, en el estudio de Nazir et 

al. (2023), las nubes de palabras ayudaron a identificar qué términos relacionados con la 

"facilidad de uso" y "seguridad" eran predominantes en los comentarios positivos sobre 

productos tecnológicos, lo que llevó a recomendaciones de marketing que enfatizaban 

estas características. 

 

Análisis de redes semánticas 

El análisis de redes semánticas es un método avanzado que mapea y visualiza las 

relaciones entre palabras y conceptos en un corpus de texto. Este enfoque es 

particularmente útil para comprender cómo se estructuran las discusiones y cómo ciertos 

temas o ideas están conectados dentro de un conjunto de datos textuales. Las redes 

semánticas pueden revelar cómo los consumidores asocian diferentes conceptos, lo que 

es invaluable para el análisis del engagement (Humphreys & Wang, 2018; Munaro et al., 

2024; Reyes, 1993). 

 

Técnicas y algoritmos utilizados 

El análisis de redes semánticas generalmente utiliza técnicas de minería de texto para 

extraer términos clave y sus relaciones. Estos términos se representan como nodos en una 

red, mientras que las relaciones entre ellos se representan como aristas. Algoritmos como 

PageRank o algoritmos de centralidad se utilizan para identificar los nodos más influyentes 

dentro de la red, que representan los temas o conceptos más importantes en las 

discusiones de los consumidores. Herramientas como Gephi y Cytoscape son 

comúnmente utilizadas para la visualización y análisis de estas redes. 

 

Fuentes de datos  

Las fuentes de datos para el análisis de redes semánticas incluyen textos generados por 

los usuarios, como comentarios, reseñas, y publicaciones en redes sociales. En el estudio 

de Ai et al. (2024), se utilizó este método para analizar cómo los consumidores discuten 

productos culturales digitales en redes sociales, mapeando las relaciones entre términos 

clave como "innovación", "patrimonio" y "acceso". 

Variables y Dimensiones. Las variables clave en el análisis de redes semánticas incluyen 

la frecuencia de los términos (nodos) y la fuerza de las relaciones entre ellos (aristas). Las 

dimensiones del análisis pueden incluir la centralidad de un nodo (indicando su importancia 

en la red), la densidad de la red (indicando cuán interconectados están los términos) y la 
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modularidad (indicando la presencia de subcomunidades temáticas dentro de la red) 

(Humphreys & Wang, 2018; Lutkenhaus et al., 2022,). 

 

Resultados y aplicaciones 

Los resultados del análisis de redes semánticas proporcionan una visualización detallada 

de cómo se estructuran las discusiones entre los consumidores y cómo ciertos temas están 

interconectados. En el estudio de Ai et al. (2024), el análisis reveló que conceptos como 

"innovación" y "acceso" estaban centralmente conectados con discusiones sobre 

productos culturales digitales, lo que sugirió que estos eran temas clave en la percepción 

del valor del consumidor. Estos resultados pueden utilizarse para guiar las estrategias de 

marketing, centrándose en temas que son centrales en la percepción del consumidor. 

 

Fase 2: Análisis de sentimientos, temas y datos de engagement 

La Fase 2 del análisis de digital engagement se centra en la evaluación de los sentimientos 

y temas derivados de textos, así como en la correlación de estos con datos de engagement 

cuantificables, como me gusta, compartidos, comentarios, tiempo de permanencia y otras 

interacciones en plataformas digitales. Esta fase integra técnicas avanzadas de análisis de 

datos con el objetivo de ofrecer una comprensión más completa de cómo las emociones y 

temas discutidos en las plataformas digitales influyen en el comportamiento observable de 

los consumidore (Chun et al., 2021; Filipovic & Arslanagic-Kalajdzic, 2023; Humphreys & 

Wang, 2018). 

 

Análisis de sentimientos 

El análisis de sentimientos es una técnica que busca identificar y clasificar las emociones 

expresadas en textos generados por los usuarios, como comentarios en redes sociales, 

reseñas de productos y publicaciones en blogs. Este análisis se realiza con el fin de 

comprender la disposición afectiva de los consumidores hacia una marca o producto y 

cómo estas emociones afectan su nivel de engagement (Karmagatri et al., 2023; 

Lutkenhaus et al., 2022; Rafia et al., 2021). 

Técnicas y Algoritmos Utilizados. El análisis de sentimientos generalmente emplea 

algoritmos de clasificación supervisada, como Naïve Bayes, SVM y Redes Neuronales 

Artificiales (ANN). Estos algoritmos se entrenan con datos etiquetados previamente que 

clasifican las emociones en categorías como positivas, negativas o neutrales. Por ejemplo, 

Chun et al. (2021) utilizaron técnicas de análisis de sentimientos para evaluar cómo los 
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temas discutidos en publicaciones de Facebook afectaban el engagement de los usuarios, 

aplicando modelos de clasificación para identificar la polaridad emocional de los 

comentarios. 

 

Además, algunas investigaciones emplean recursos lexicográficos, como el NRC Emotion 

Lexicon o SentiWordNet, que asocian palabras específicas con emociones o valores de 

sentimiento. Karmagatri et al. (2023) utilizaron el NRC Emotion Lexicon para analizar los 

sentimientos expresados en tweets sobre bancos digitales en Indonesia, identificando 

emociones dominantes como la alegría y la confianza, y correlacionando estas emociones 

con niveles más altos de engagement. 

 

Fuentes de datos 

Las fuentes de datos para el análisis de sentimientos suelen ser plataformas de redes 

sociales, como X, Facebook, e Instagram, así como reseñas de productos en sitios como 

Amazon y Yelp. Humphreys & Wang (2018), por ejemplo, emplearon datos de comentarios 

en redes sociales para identificar patrones emocionales que reflejan la percepción de los 

consumidores hacia diferentes marcas. Estos datos se preprocesan para eliminar ruido, 

como palabras vacías y símbolos, y luego se utilizan para entrenar y probar los modelos 

de análisis de sentimientos. 

 

Variables y dimensiones 

En el análisis de sentimientos, las variables clave incluyen las categorías emocionales (ej., 

alegría, tristeza, ira) y la polaridad del sentimiento (positivo, negativo, neutral). Estas 

variables se miden a nivel de texto, identificando la frecuencia y distribución de emociones 

en un conjunto de datos. Las dimensiones del análisis pueden incluir tanto la intensidad 

del sentimiento (cuán fuerte es la emoción expresada) como su valencia (positiva o 

negativa) (Chun et al., 2021; Karmagatri et al., 2023; Lutkenhaus et al., 2022). 

 

Resultados y aplicaciones 

Los resultados del análisis de sentimientos ofrecen una visión detallada de las emociones 

predominantes en los comentarios de los consumidores y cómo estas emociones influyen 

en el engagement. Por ejemplo, Bose et al. (2020) encontraron que los comentarios que 

expresaban emociones positivas, como la confianza y la alegría, estaban asociados con 

mayores niveles de engagement en las plataformas de comercio electrónico. Estos 
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hallazgos pueden utilizarse para optimizar estrategias de marketing, enfocándose en 

fomentar emociones positivas en el contenido digital para aumentar la interacción del 

usuario. 

 

Modelado de temas  

El modelado de temas es una técnica utilizada para identificar temas recurrentes dentro de 

un corpus de texto, que luego se pueden correlacionar con métricas de engagement para 

entender cómo ciertas discusiones o ideas impactan en la interacción de los usuarios. Este 

enfoque permite a los investigadores descomponer grandes volúmenes de datos textuales 

en temas manejables, revelando las áreas de interés más significativas para los 

consumidores (Guercini & Runfola, 2012; Humphreys & Wang, 2018; Munaro et al., 2024). 

 

Técnicas y algoritmos utilizados 

LDA es uno de los algoritmos más utilizados para el modelado de temas. LDA es un método 

de aprendizaje no supervisado que modela un conjunto de documentos como una mezcla 

de temas, donde cada tema es una distribución de palabras (Blei et al., 2003). Munaro et 

al. (2024) aplicaron LDA para analizar cómo los temas discutidos por los influencers de 

YouTube impactan el engagement de sus seguidores, identificando temas clave que 

resonaban más con la audiencia y generaban mayores niveles de interacción. 

 

En algunos estudios, el modelado de temas se complementa con técnicas de reducción de 

dimensionalidad como t-SNE (t-distributed Stochastic Neighbor Embedding), que ayuda a 

visualizar cómo los temas están distribuidos en el espacio semántico y cómo se relacionan 

entre sí. Esto proporciona una comprensión más matizada de cómo se estructuran las 

discusiones en torno a una marca o producto (Liu & Han, 2017; Chun et al., 2021; Guercini 

& Runfola, 2012). 

 

Fuentes de datos  

Las fuentes de datos para el modelado de temas incluyen textos de redes sociales, reseñas 

de productos y transcripciones de videos. Ai et al. (2024), por ejemplo, utilizaron 

transcripciones de comentarios sobre productos culturales digitales en plataformas 

sociales para identificar temas que los consumidores consideraban más relevantes, como 

"innovación" y "patrimonio", y cómo estos temas estaban correlacionados con el 

engagement. 
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Variables y dimensiones 

Las variables clave en el modelado de temas incluyen la frecuencia de palabras dentro de 

cada tema y la asignación de documentos a uno o más temas. Las dimensiones del análisis 

incluyen la relevancia de los temas identificados, su relación con otras variables 

contextuales (como la plataforma utilizada o el tipo de audiencia), y su influencia en las 

métricas de engagement. Estas dimensiones permiten a los investigadores identificar 

cuáles son los temas más influyentes en la percepción y comportamiento del consumidor 

(Ai et al., 2024; Guercini & Runfola, 2012; Humphreys & Wang, 2018). 

 

Resultados y aplicaciones 

Los resultados del modelado de temas proporcionan insights sobre qué discusiones son 

más relevantes para los consumidores y cómo estas influyen en su comportamiento. 

Munaro et al. (2024) encontraron que ciertos estilos lingüísticos y temas discutidos por los 

influencers de YouTube estaban fuertemente correlacionados con altos niveles de 

engagement, lo que sugiere que los temas que resuenan emocionalmente con la audiencia 

son más efectivos para generar interacción. Estos resultados son útiles para diseñar 

estrategias de contenido que optimicen el engagement al enfocarse en temas que 

realmente importan a la audiencia. 

 

Correlación de sentimientos y temas con datos de engagement 

El análisis de sentimientos y el modelado de temas a menudo se complementan con la 

correlación de estos hallazgos con datos de engagement, como me gusta, compartidos, 

comentarios, y tiempo de permanencia. Este enfoque busca entender no solo lo que 

sienten o discuten los consumidores, sino también cómo estas emociones y temas 

impactan directamente en su comportamiento observable (Ai et al., 2024; Chun et al., 2021; 

Karmagatri et al., 2023). 

 

Técnicas y Algoritmos Utilizados. Para correlacionar sentimientos y temas con datos de 

engagement, se utilizan modelos estadísticos como la Regresión Lineal y Regresión 

Logística, así como técnicas de ML como Random Forest y SVM. Estas técnicas permiten 

modelar la relación entre variables textuales (emociones, temas) y métricas cuantitativas 

de engagement. 

 



Resultados 81 

 

Por ejemplo, Filipovic & Arslanagic-Kalajdzic (2023) utilizaron la regresión logística para 

modelar cómo diferentes estímulos de contenido digital (e.g., menciones de universidades 

o ministerios en boletines informativos) influían en las respuestas de engagement del 

consumidor, como el número de clics y la duración de la permanencia en el sitio. Del mismo 

modo, Rafia et al. (2021) implementaron Random Forest para predecir cómo las 

características de los productos y los comentarios de los usuarios impactaban en las 

ventas futuras y en el engagement general. 

 

Fuentes de datos 

Las fuentes de datos para esta correlación incluyen métricas de engagement directamente 

obtenidas de plataformas digitales como Facebook, X, YouTube, y sitios de comercio 

electrónico. Estas métricas se combinan con los resultados del análisis de sentimientos y 

el modelado de temas para evaluar la relación entre las emociones o discusiones y el 

comportamiento observable de los consumidores (Ai et al., 2024; Chun et al., 2021; 

Karmagatri et al., 2023). Por ejemplo, Chun et al. (2021) utilizaron datos de engagement 

de publicaciones en la página de Facebook de Toyota, combinándolos con análisis de 

sentimientos para identificar cómo las emociones expresadas en los comentarios 

correlacionaban con el número de me gusta, compartidos y comentarios recibidos. 

 

Variables y dimensiones 

Las variables clave en este análisis incluyen las métricas de engagement (me gusta, 

compartidos, tiempo de permanencia), la polaridad del sentimiento, la relevancia de los 

temas y la frecuencia de los términos clave. Las dimensiones del análisis incluyen la fuerza 

de la correlación entre las variables textuales y de engagement, así como la identificación 

de patrones o segmentos de consumidores que responden de manera particular a ciertos 

temas o emociones (Ai et al., 2024; Chun et al., 2021; Karmagatri et al., 2023). 

 

Resultados y aplicaciones 

Los resultados de este enfoque integrativo permiten a los investigadores y profesionales 

del marketing comprender no solo qué sienten o discuten los consumidores, sino también 

cómo estos factores afectan su comportamiento en línea. Por ejemplo, Filipovic & 

Arslanagic-Kalajdzic (2023) encontraron que las menciones de instituciones educativas en 

boletines informativos estaban fuertemente correlacionadas con mayores niveles de 

engagement en plataformas de redes sociales, lo que sugiere que ciertos temas pueden 
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actuar como estímulos efectivos para fomentar la interacción. Estos insights son esenciales 

para la optimización de estrategias de contenido y para mejorar la eficacia de las campañas 

de marketing digital. 

3.1.5 Conclusiones 

Esta RSL ha permitido identificar y analizar en profundidad las metodologías empleadas 

para evaluar el digital engagement del consumidor en plataformas digitales, destacando la 

diversidad y complejidad de los enfoques utilizados. La revisión ha revelado que los 

estudios sobre digital engagement se dividen principalmente en dos enfoques 

metodológicos: análisis en una fase y análisis en dos fases, cada uno con implicaciones 

teóricas y prácticas distintivas para la comprensión del comportamiento del consumidor. 

 

Diversidad metodológica y su impacto en la comprensión del engagement  

Los hallazgos indican una notable diversidad en las técnicas y algoritmos utilizados para 

evaluar el engagement, reflejando la multiplicidad de dimensiones que caracterizan este 

constructo. Por un lado, los métodos de análisis en una fase, como el Análisis 

Automatizado de Textos (ATA), la visualización mediante nubes de palabras y el análisis 

de redes semánticas, se han mostrado eficaces para desentrañar patrones y temas clave 

dentro de los datos textuales generados por los usuarios. Estos métodos, si bien 

proporcionan insights valiosos sobre la percepción y las actitudes del consumidor, tienden 

a ofrecer una visión más limitada al no correlacionar estos hallazgos con métricas de 

engagement cuantificables. Los estudios de Humphreys & Wang (2018), Bose et al. (2020), 

y Ai et al. (2024) ejemplifican esta aproximación, revelando la riqueza de información que 

puede extraerse del análisis textual, pero también sus limitaciones en cuanto a la 

integración con datos de comportamiento. 

 

Por otro lado, el enfoque de dos fases ha demostrado ser particularmente robusto al 

combinar el análisis de sentimientos y modelado de temas con la correlación de estos 

resultados con métricas de engagement cuantitativas. Este enfoque permite una 

comprensión más integral del engagement, al vincular las emociones y discusiones 

identificadas en los textos con los comportamientos observables en las plataformas 

digitales. Los estudios de Chun et al. (2021), Filipovic & Arslanagic-Kalajdzic (2023), y 

Munaro et al. (2024) destacan la importancia de este enfoque integrador, evidenciando 

cómo los sentimientos y temas discutidos en los comentarios y reseñas pueden influir 
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significativamente en el nivel de interacción del usuario, medido a través de me gusta, 

compartidos y tiempo de permanencia. 

 

Relevancia de las emociones y temas en el digital engagement 

Un hallazgo central de esta revisión es la relevancia de las emociones y los temas 

discutidos en el contenido generado por los usuarios como determinantes clave del digital 

engagement. El análisis de sentimientos ha revelado que las emociones positivas, como 

la alegría y la confianza, están fuertemente correlacionadas con mayores niveles de 

engagement, mientras que las emociones negativas pueden tener un impacto variable, 

dependiendo del contexto y la naturaleza del producto o servicio en cuestión (Bose et al., 

2020; Karmagatri et al., 2023). Asimismo, el modelado de temas ha mostrado que ciertos 

temas o narrativas, cuando son relevantes para la audiencia, pueden actuar como 

poderosos catalizadores del engagement, facilitando interacciones más profundas y 

sostenidas con la marca (Munaro et al., 2024). Estos hallazgos subrayan la necesidad de 

que las estrategias de marketing digital sean sensibles a las emociones y temas que son 

importantes para los consumidores. En un entorno cada vez más competitivo, las marcas 

que logran alinear su comunicación con los intereses y emociones de sus audiencias son 

las que tienen más probabilidades de lograr un engagement significativo y duradero. 

 

Implicaciones para la práctica y la teoría del marketing digital 

Desde una perspectiva práctica, esta revisión sugiere que las empresas deben adoptar 

enfoques metodológicos integrados que combinen el análisis de textos y contenido 

multimedia con la evaluación de métricas de engagement. Esto no solo permitirá una 

comprensión más profunda del comportamiento del consumidor, sino que también facilitará 

la creación de estrategias de marketing más efectivas, que resuenen emocionalmente con 

las audiencias objetivo. En particular, los resultados de los estudios revisados apuntan a 

la importancia de utilizar técnicas de análisis de sentimientos y modelado de temas en 

conjunto con métricas de engagement para optimizar las campañas de marketing digital. 

 

Desde una perspectiva teórica, los resultados de esta RSL contribuyen al avance del 

conocimiento sobre el digital engagement, proporcionando un marco más matizado y 

multifacético para su estudio. La identificación de diferentes enfoques metodológicos y la 

comprensión de sus fortalezas y limitaciones amplían las posibilidades de investigación 
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futura, abriendo nuevas vías para explorar cómo los consumidores interactúan con las 

marcas en el entorno digital. 

 

Direcciones futuras para la investigación 

La revisión sugiere varias direcciones para futuras investigaciones. Primero, existe una 

necesidad de desarrollar y refinar modelos teóricos que integren mejor las emociones y 

temas identificados en el análisis textual con las métricas de engagement, permitiendo una 

comprensión más holística de cómo estos factores interactúan para influir en el 

comportamiento del consumidor. Segundo, investigaciones futuras deberían explorar la 

aplicabilidad de estos enfoques en diferentes contextos culturales y demográficos, para 

determinar si los patrones observados son universales o específicos de ciertos grupos. 

 

Finalmente, la creciente importancia de nuevas tecnologías, como el aprendizaje profundo 

(Deep Learning) y el procesamiento avanzado de lenguaje natural, presenta oportunidades 

para mejorar la precisión y la capacidad predictiva de los análisis de engagement. La 

integración de estas tecnologías en los estudios futuros podría ofrecer insights aún más 

profundos sobre las dinámicas del digital engagement, fortaleciendo tanto la teoría como 

la práctica del marketing digital. 

 

Conclusión 

En resumen, esta RSL proporciona una visión exhaustiva de los métodos empleados para 

analizar el digital engagement, destacando la diversidad de enfoques y la importancia de 

integrar diferentes dimensiones del análisis para obtener una comprensión completa del 

fenómeno. Los hallazgos subrayan la relevancia de las emociones y temas discutidos en 

el contenido digital como determinantes clave del engagement, y sugieren que las marcas 

deben adoptar enfoques metodológicos integrados para maximizar su eficacia en la 

creación de estrategias de marketing digital. Las implicaciones para la teoría y la práctica 

son profundas, y las oportunidades para futuras investigaciones son vastas, prometiendo 

continuar el avance en nuestra comprensión del digital engagement en los años venideros. 

 

Alcance 

El presente estudio, a través de una RSL, ha proporcionado una evaluación exhaustiva de 

las metodologías empleadas para analizar el digital engagement del consumidor en 

diversas plataformas. Este trabajo abarcó un análisis detallado de enfoques metodológicos 
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que incluyen tanto el análisis en una fase, centrado en la evaluación de textos, comentarios 

y contenido multimedia, como el análisis en dos fases, que combina este enfoque inicial 

con la correlación de sentimientos, temas y métricas de engagement cuantificables. Al 

integrar diferentes técnicas analíticas, como el Análisis Automatizado de Textos (ATA), el 

análisis de sentimientos, el modelado de temas, y la correlación de estos con datos de 

engagement, esta revisión ofrece un marco comprehensivo para entender cómo las 

interacciones digitales moldean el comportamiento del consumidor. 

 

Este estudio no solo ha contribuido a la teoría del digital engagement al identificar y 

categorizar las diferentes metodologías utilizadas en la literatura, sino que también ha 

proporcionado insights prácticos para la aplicación de estas metodologías en el desarrollo 

de estrategias de marketing digital más efectivas. Al explorar una amplia gama de estudios 

que aplican estas técnicas en contextos reales, se han identificado patrones comunes y se 

ha destacado la importancia de adaptar las estrategias de engagement a las emociones y 

temas que son relevantes para las audiencias objetivo. 

 

Limitaciones 

A pesar del alcance significativo de esta revisión, es importante reconocer las limitaciones 

inherentes al enfoque adoptado. En primer lugar, la selección de artículos revisados se 

limitó a aquellos disponibles en bases de datos académicas reconocidas y escritos en 

inglés, lo que podría haber excluido investigaciones relevantes publicadas en otros idiomas 

o en fuentes no indexadas. Además, aunque esta revisión abarca una diversidad de 

enfoques metodológicos, es posible que algunas técnicas emergentes no hayan sido 

capturadas debido a la velocidad a la que evoluciona el campo del marketing digital y el 

análisis de datos. 

 

Otra limitación relevante es la naturaleza transversal de muchos de los estudios revisados, 

que se centraron en análisis de datos en un momento específico, sin considerar el potencial 

impacto de cambios en el entorno digital o en las preferencias del consumidor a lo largo 

del tiempo. Esto sugiere una posible limitación en la capacidad de generalizar los hallazgos 

a contextos futuros o cambiantes. Asimismo, la variabilidad en la calidad de los datos 

utilizados en los estudios revisados, en términos de su representatividad y fiabilidad, 

también puede haber influido en la consistencia y validez de los resultados obtenidos. 
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Por último, la integración de metodologías cuantitativas y cualitativas presenta desafíos 

inherentes en términos de interpretación de los resultados, especialmente cuando se trata 

de sintetizar hallazgos provenientes de enfoques tan diversos. Aunque esta revisión ha 

intentado abordar estas diferencias metodológicas de manera holística, es posible que 

algunos matices importantes en la interpretación de los datos hayan sido subestimados o 

no completamente explorados. 

 

Perspectiva futura 

A partir de las limitaciones identificadas, emergen varias direcciones clave para la 

investigación futura. En primer lugar, sería valioso expandir el alcance de futuros estudios 

para incluir investigaciones publicadas en otros idiomas y en fuentes no tradicionales, lo 

que podría enriquecer la comprensión global del digital engagement y revelar perspectivas 

adicionales no contempladas en la presente revisión. Además, existe una oportunidad 

significativa para explorar estudios longitudinales que examinen cómo las estrategias de 

digital engagement y las respuestas de los consumidores evolucionan con el tiempo, 

permitiendo una comprensión más dinámica y adaptativa del comportamiento del 

consumidor. 

 

Otra área prometedora para la investigación futura radica en la aplicación de técnicas de 

aprendizaje profundo (Deep Learning) y otras formas avanzadas NLP, que podrían ofrecer 

capacidades analíticas más sofisticadas y precisas. Estas técnicas tienen el potencial de 

mejorar la capacidad de predecir patrones futuros de engagement, así como de adaptar 

las estrategias de marketing en tiempo real, respondiendo más eficazmente a las 

dinámicas cambiantes del entorno digital. 

3.2 Medición de emociones por medio de datos 
textuales: RSL 

3.2.1 Introducción  

El incremente en el comercio a través de canales electrónicos configura desafíos 

significativos a nivel de marca y su operación de forma interna y hacia los clientes, 

especialmente en tiempos de pandemia y sus implicaciones en las estrategias 

organizacionales (Yuan, 2020). Según Polo & Polo (2020) como se citó en Bermudez Sosa 

& Duque-Oliva, 2022; Polo & Polo, 2020): “El barómetro empresarial para el COVID-19 en 



Resultados 87 

 

España y Latinoamérica muestra que los principales retos a los que se enfrentan las 

empresas, entre muchos otros, pero focalizados en marketing, se circunscriben en cuatro 

frentes” (p. 7). 

 

1. Cambios en el modo de segmentar consumidores y comunicarse con ellos, ya que los 

medios digitales empiezan a ocupar una mayor relevancia en la comunicación y el 

comportamiento, por lo que la forma de entender los canales, los contenidos, la 

confianza y las percepciones de las marcas se modifican. 

 

2. Cambios en la atención y experiencia del cliente, ya que el crecimiento del e-commerce 

o las compras y referencias en redes sociales modifica por completo la forma de 

comprar y los atributos que impactan el servicio, modificando además las emociones, 

proceso psicológico que influye en las decisiones de compra. 

 

3. La recuperación económica escalonada, por sector y a diferentes ritmos, ya que el 

rápido crecimiento se ha enfocado en economías afines al comercio electrónico y en 

productos de necesidad en el hogar: farmacia, mercado, retail, comunicaciones y 

banca. 

 

4. La toma de datos y analítica cada día se vuelve más digital, ya que los principales 

canales de información concuerdan con el aumento del uso de ciertos canales: Redes 

sociales (en especial Facebook e Instagram), CRM, Content Marketing.  

 

Las emociones, según Goleman (1995) son “acciones producidas por la estimulación o 

excitación del sistema nervioso periférico o del sistema límbico en general, que transmiten 

información a las células nerviosas y a la acción de los músculos que determinan una serie 

de actos producidos muchas veces sin que seamos conscientes de ellos” (p.23). A 

diferencia de los sentimientos, la detección de emociones a partir de información en redes 

sociales se complejiza en el sentido que estas tienen un componente fisiológico, y 

asociarlas con escritos adquiere una complejidad especia, aunque su carácter hace que 

su detección represente un análisis más fidedigno comparado con los sentimientos, ya que 

estos últimos son manipulables, mientras las emociones no (Patacsil, 2020). 
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En este sentido, entender nuevos mecanismos de detección de constructos psicológicos 

en redes sociales, con métodos validados y fidedignos, permitirá ampliar el conocimiento 

analítico existente, en especial el análisis textual en redes sociales. Para esto, la analítica 

de datos digitales de consumidores permitirá ampliar el conocimiento en su forma de 

entenderlos, segmentarlos y proponer nuevas formas de contacto con los mismos. Es por 

eso que esta investigación focalizará sus esfuerzos en poder desarrollar un modelo 

analítico que permita, por medio de variables de conversación digital de este nuevo 

consumidor colombiano en la era COVID, relacionar constructos psicológicos clave para 

mantener el involucramiento digital del mismo, especialmente en el de mayores usuarios 

en el mundo y con crecimientos en esta pandemia como lo es Facebook. 

3.2.2 Justificación de la revisión 

Existe poca claridad en la forma como se ha concentrado en el estudio de modelos 

analíticos con información textual que se hayan enfocado en el diagnóstico de constructos 

psicológicos como las emociones o sentimientos, especialmente en lo que se refiere a 

reseñas de compra y redes sociales. Los estudios se han concentrado en definir modelos 

de minería de texto sin asociar constructos psicológicos particulares, no obstante, el 

análisis de sentimiento es el que ha tenido un primer desarrollo de métodos, pero aún no 

quedan claros sus fundamentos ni esquema organizativo de los mismos. 

 

Lo anterior muestra, en primer lugar, una brecha de conocimiento en términos del escaso 

estudio relacionado el desarrollo de modelos de analítica digital en redes sociales para 

casos puntuales en marketing usando sus variables de comportamiento y estilo de vida, 

teniendo el análisis de información textual como el insumo de información predominante. 

Por otro lado, los desarrollos propuestos se han concentrado en modelos predictivos 

enfocados en procesos de compra, presencia o seguimiento, y sin estudios relacionados 

con modelos para el diagnóstico de emociones básicas (Fang et al., 2020; Greco & Polli, 

2020; Wang & Cui, 2018). 

 

Objetivo de la RSL 

El objetivo de este trabajo es explorar los métodos de análisis de emociones y sentimientos 

de consumidores a partir de información textual por medio de una RSL Formulación de la 

pregunta de investigación. Por lo tanto, este protocolo de RSL describe los procedimientos 
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para una RSL que pretende responder a la pregunta: ¿Cómo se puede analizar las 

emociones y sentimientos del consumidor a través de la información textual? 

3.2.3 Metodología 

No se identificaron revisiones de literatura previas sobre el tema de este artículo. Una RSL: 

“Tiene como objetivo comprender, localizar y sintetizar de manera exhaustiva 

investigaciones que tengan que ver con una pregunta particular, utilizando procedimientos 

organizados, transparentes y replicables en cada paso del proceso". Se utilizaron las bases 

de datos: Scopus, WoS y literatura gris en Google Scholar.  La estrategia de búsqueda fue 

manual bajo el esquema PICO 

 

▪ Population: Consumidores. 

 

▪ Intervention: Análisis de emociones asociadas con información textual. 

 

▪ Control: Información textual y otras relaciones (no emociones). 

 

▪ Outcome: Emociones asociadas con información textual particular y su algoritmo o 

mecanismos de asociación. Así como el uso práctico de los hallazgos.  

 

Se utilizaron los elementos de la pregunta de investigación (Research Questions) para 

determinar los términos principales y para los cuales se buscaron sinónimos o palabras 

alternativas. Se usan los operadores booleanos para la conjunción de los términos de 

búsqueda.  Por lo tanto, los criterios de búsqueda fueron:   

 

▪ Scopus: ( TITLE-ABS-KEY ( consumer  AND emotion* )  AND  TITLE-ABS-KEY ( textual  

AND information  OR  non-structured  AND data  OR  non-structured  AND information  

OR  qualitative  AND data  OR  qualitative  AND information ) AND (consumer and 

sentiment*)) 

 

▪ WoS: TEMA: (emotion*) AND TEMA: (sentiment*) AND TEMA: (textual  AND 

information  OR  non-structured  AND data  OR  non-structured  AND information  OR  

qualitative  AND data  OR  qualitative  AND information) 
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▪ Google Scholar: allintitle: emotions AND analytics 

 

El tiempo de revisión se tomó desde el año 2013, donde empezó el crecimiento de datos 

a nivel digital, y desde donde el crecimiento en la producción académica creció. Se 

examinaron utilizando criterios de inclusión / exclusión aplicados primero a nivel de título, 

resumen y palabras clave, y luego a nivel de artículo completo. Se incluyeron los artículos 

que proveen evidencia directa sobre el diagnóstico de emociones y sentimientos a partir 

de información textual de diversas fuentes online, que además usaran métodos 

cuantitativos como base de su análisis, así como que usaran información textual. No se 

incluyeron términos como análisis cualitativo, sentimientos, detección de sarcasmo textual 

o percepciones, ya que se alejan del concepto de emociones y sentimientos, entendido 

como una reacción psicológica expresiva ante un evento.  Se excluyeron los artículos que 

no eran relevantes para el objetivo de este estudio, como estudios de carácter clínico-

psicológico, matemático o de ingeniería de datos estructurada, así como estudios que 

usaran métodos cualitativos de análisis como base. Así mismo se excluyeron artículos no 

disponibles. Los resultados obtenidos por cada fuente fueron los siguientes:  

 

▪ 89 artículos encontrados en WoS, de estos, 23 cumplieron con los criterios de inclusión 

y exclusión.  

 

▪ 175 artículos en Scopus, 72 cumplieron con los criterios de inclusión y exclusión.  

 

▪ 124 resultados en Google Scholar, con el fin de obtener literatura gris. 10 artículos 

cumplieron con los criterios de inclusión y exclusión. 

 

Esto arrojó un total de 95 artículos que cumplieron requisitos de inclusión y exclusión de 

acuerdo con el objetivo el estudio, es decir, una vez leído abstracts, palabras clave y 

contenidos resumen, cumplían con todos los criterios establecidos anteriormente.  

 

Se realizó la evaluación de la calidad de los artículos, tomando la validez de calidad 

sugerida por Kmet et al. (2004, p. 4-5)  tal cual los criterios vistos en el capítulo anterior y 

el Anexo B.  
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Se puntuaron los 8 ítems indicando el grado en que se cumplieron los criterios específicos 

("sí" = 2, "parcial" = 1, "no" = 0. Los ítems no aplicables a un diseño de estudio en particular 

se marcaron "n/a" y se excluyeron del cálculo de la puntuación resumida. Se calculó un 

puntaje resumido para cada trabajo sumando el puntaje total obtenido entre los ítems 

relevantes y dividiéndolo entre el puntaje total posible (es decir: 18 - (número de “n / a” x 

2). Para la determinación de la validez de la calidad del documento, se comparó el puntaje 

obtenido en relación con el umbral mínimo establecido que para este estudio es del 60% 

del puntaje total.  

 

En el Anexo G puede encontrarse el análisis de calidad obtenido. De este análisis de 

calidad, 4 artículos fueron eliminados debido la falta de umbral en los ítems de calidad 

determinados para artículos con base cuantitativa como método de análisis de resultados. 

Sin embargo, en artículos donde los datos obtenidos provienen de sitios web como X, 

Amazon o IMDB, las características de la muestra tomada (subject characteristics) están 

rara vez disponibles, probablemente debido a que los usuarios asociados a estos tienen 

su PII oculta. La única información disponible en algunos de los artículos es acerca de la 

cantidad de reseñas o la experiencia de los usuarios participantes en la literatura analizada. 

1 artículo fue eliminado por falta de acceso a descarga del archivo, dejando en la inclusión 

final de esta revisión un total de 90 artículos, selección que puede verse en el Anexo H. Al 

cerrar el proceso, se define el flujo de artículos en el siguiente diagrama (Figura 3-3). 

 

Figura 3-3: Flujograma de selección de artículos. 

 

Nombre de la fuente: Elaboración propia. 
 

188 artículos en 
búsqueda inicial

95 artículos cumplen 
criterios de 

inclusión/exclusión

90 para revisión 
inicial de artículo

40 artículos incluídos 
en revisión de calidad 

(muestra)

16 artículos leídos 
en reporte inicial 

(muestra)
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3.2.4 Resultados y discusión 

De los 16 artículos incluidos en el análisis final (muestra), se realizó un análisis cualitativo 

de hallazgos por medio del método narrativo, el cual comprendió entender los diversos 

códigos temáticos encontrados y relacionados con el objetivo de esta revisión (ver Anexo 

H).  

 

Enfoque teórico  

El enfoque teórico escogido para este trabajo se basa en la teoría del aprendizaje 

automático, teoría que explica cómo los datos pueden esconder patrones ocultos y el uso 

de herramientas que combinan la estadística, matemática y la ingeniería informática 

permiten comprender estos patrones ocultos cuando los datos cubren grandes cantidades 

de casos (Big Data) (Davenport et al., 2005). El análisis de patrones de información en 

datos no estructurados, como los de carácter textual, especialmente por medio de 

aprendizaje automático, representa una ventaja, ya que la información textual comprende 

un sinfín de datos atomizados y que no tiene tendencias aparentes, la mejor manera de 

analizarlo es a través de patrones de información ocultos en la construcción de oraciones 

y palabras (Mouthami et al., 2013). El aprendizaje automático puede dividirse en dos tipos 

(Mouthami et al., 2013): 

 

▪ Aprendizaje supervisado: Se presenta un objetivo predefinido a la máquina y esta 

aprende los patrones de datos hasta ubicarlo. 

 

▪ Aprendizaje no supervisado: La máquina aprende sola los patrones de datos y muestra 

agrupaciones naturales. 

 

De este modo, la codificación de temas prioritarios se concentró en tres aspectos 

fundamentales: 

 

▪ Método de aprendizaje automático: Busca los modelos de aprendizaje automático 

usados en el análisis de información textual específica en cada uno de los artículos 

revisados. 

 

▪ Constructo psicológico que asocia el texto: Se enfoca en saber cuál es el constructo 

que busca asociar o predecir el método de aprendizaje automático, si son sentimientos 
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o emociones específicas, lo que determinará la variable dependiente en el modelo 

especificado.  

 

▪ Lenguaje del texto por analizar: se ha detectado que el texto difiere del tipo de lenguaje 

a usar, incluso los modismos, ya que son la entrada de datos para que el método de 

aprendizaje automático detecte patrones específicos.  

 

Estas macro categorías de análisis permiten derivar la construcción de códigos temáticos 

que surgen alrededor de estos tres ejes. La Figura 3-4 muestra los diversos códigos que 

surgieron del análisis. 

 

Figura 3-4: Codificación temática. 

 

Nombre de la fuente: Elaboración propia. 
 
En este sentido, dependiendo el constructo psicológico (sentimientos o emociones) se 

codificaron los diversos métodos de aprendizaje automático, así como los lenguajes 

asociados a dichos métodos. A continuación, se mostrarán algunos de los elementos vistos 

en el análisis. 

 

Análisis de sentimiento 

El análisis de sentimiento se define como un método de análisis de texto que permite 

identificar la actitud y estado de ánimo que un usuario digital presenta al momento de 

registrar sus opiniones en cualquier medio de internet, este sentimiento puede medirse en 

polaridades que van de comentarios negativos hacia los positivos, pasando por escalas 
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ordinales intermedias, como el sentimiento neutro o parcial (positivo o negativo) 

(Mukhopadhyay, 2018).  

 

El análisis de sentimiento, según la literatura revisada, tiene diversos métodos de análisis, 

teniendo el análisis por aprendizaje automático como la base de su cálculo, ya que, por 

medio del análisis de patrones de texto y palabras que conforman las oraciones se puede 

asociar una polaridad específica por medio de puntuaciones asociadas a las palabras 

dependiendo el lenguaje y modismos utilizados (Shams et al., 2012). Los métodos 

encontrados en la literatura pueden dividirse de la siguiente manera:  

 

Métodos no supervisados 

Malik & Hussain, 2017; Mohandas et al., 2012; Troussas et al., 2013, representan autores 

que validaron y definieron métodos de aprendizaje no supervisado analizando patrones 

naturales de texto, en espera de cómo estas agrupaciones conformaban conglomerados o 

grupos de texto naturales, para posteriormente darle a dichos textos en forma de oración 

un puntaje de acuerdo con un diccionario de valencia de palabras (polaridad). Los métodos 

usados y validados en los análisis fueron: 

 

▪ Natural Processing Language (NLP): Mohandas et al. (2012) nos mostraron cómo usar 

el NLP, un método de análisis de texto que permite iterar y unir palabras en oraciones 

de manera natural en su agrupamiento, para después darle un sentido de polaridad de 

sentimiento. Usaron algoritmos de NLP para etiquetar por lo menos 20.000 palabras 

en idioma malayalam que deben tener contenido emocional para alcanzar una 

precisión del 63% en la definición de polaridades de sentimiento. Permitieron que el 

algoritmo creara inicialmente asociaciones naturales de palabras que luego tuvieron 

una asignación de categorías, y luego con el entrenamiento se permitió al NLP crear 

reglas de palabras para identificar su polaridad y la de las oraciones. Concluyen que 

centrarse en la extracción del estado de ánimo a nivel de la oración es importante 

porque en la mayoría de los sitios web, los comentarios de los usuarios son solo una 

oración, además que el idioma malayalam presenta complejidades asociadas a la 

ambigüedad que presenta el lenguaje en cuando al significado contextual de las 

palabras, lo que dificulta el etiquetado post. Adicionalmente, una vez la máquina ha 

aprendió, el código desarrollado se puede reutilizar para realizar la extracción del 

estado de ánimo también en otros lenguajes. 
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▪ Natural Diccionary: Kuo et al. (2016), exploraron la asignación de valencias directas a 

palabras con sentidos de polaridad, especialmente en el análisis de los problemas del 

análisis del sentimiento de los micro blogs chinos. Los resultados experimentales 

mostraron que el método propuesto tiene una mejor precisión de clasificación de 

sentimientos que la clasificación textual y otros métodos de clasificación integrados. El 

análisis de sentimientos de las publicaciones de micro blogs es más difícil de lograr 

que el de los documentos tradicionales cuando solo se hace referencia a las 

características textuales., esto se debe a que las publicaciones suelen ser demasiado 

cortas para que se detecten sus opiniones, por lo que la categorización de palabras es 

un método válido para solucionar esta clase de problemas. 

 

▪ Deep Neural Network (DNN): Las redes neuronales son un método de aprendizaje 

automático que busca razonar de manera similar al ser humano, permitiendo tener 

formas de entender textos u otros datos de manera efectiva (Malik & Hussain, 2017). 

Las DNN son una forma de aprendizaje más profundo de las redes neuronales, donde 

se realizan ensayos sucesivos y todas las combinaciones de datos para generar 

confirmaciones del aprendizaje y grupos de datos formados, y es precisamente este 

método el que ha sido usado por autores (Malik & Hussain, 2017), quienes usaron DNN 

para identificar patrones de texto en oraciones con el fin de asociar contenido 

emocional y sentimental de las personas en reseñas de compra, buscando asociar 

polaridades positivas o negativas con oraciones y palabras específicas, no obstante, 

teniendo en cuenta no sólo los modismos usados, sino el descarte de sarcasmo en el 

uso lingüístico.  

 

Los autores validaron y definieron métodos de aprendizaje supervisado analizando 

patrones de texto dirigidos hacia una polaridad específica, de tal manera que, al definir el 

objetivo de la polaridad, la máquina aprendiera sobre palabras o textos asociados con la 

polaridad establecida. Los métodos usados y validados en los análisis fueron: 

 

Métodos supervisados 

Mohandas et al., 2012; Mouthami et al., 2013; Shams et al., 2012; Troussas et al., 2013,  

constituyen autores que validaron y definieron métodos de aprendizaje supervisado 

analizando patrones de texto dirigidos hacia una polaridad específica, de tal manera que, 
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al definir el objetivo de la polaridad, la máquina aprendiera sobre palabras o textos 

asociados con la polaridad establecida. Los métodos usados y validados en los análisis 

fueron: 

 

▪ Support vector machine (SVM): Los vectores de soporte son una extensión de la 

regresión y permite entrenar datos y entender dimensiones que se forman a partir de 

los mismos, de tal manera que en una fase posterior cada dato se parametrice y se 

dirija a la dimensión u objetivo previamente definido o entrenado (Troussas et al., 

2013). Usando algoritmos de regresión, diversos autores (Mohandas et al., 2012; 

Mouthami et al., 2013; Shams et al., 2012; Troussas et al., 2013)  usaron SVM para 

crear entrenamientos de lenguaje por medio escrito, y luego poder etiquetar palabras 

y oraciones para que, una vez se contara con nuevos textos, dirigir y agrupar dichos 

textos en los segmentos predefinidos en fases de entrenamiento (polaridades de 

sentimiento). Mohandas et al. (2012) y Mouthami et al. (2013) evaluaron el 

comportamiento y efectividad de los SVM en la detección de sentimientos y 

encontraron que éstos aún no logran una precisión tan buena en la clasificación de 

sentimientos como en la categorización tradicional basada en temas y por aprendizaje 

natural. En comparación con los enfoques de recuento de términos, los enfoques de 

aprendizaje automático generalmente logran un mejor rendimiento y se han adaptado 

a escenarios más complicados, como la adaptación de dominios, el aprendizaje 

multidominio y el aprendizaje semi supervisado para la clasificación de sentimientos, 

pero, en definitiva, los métodos de aprendizaje no supervisado manifiestan mejor 

precisión en la detección de sentimientos. 

 

▪ LDA: El método LDA usa la categorización tradicional de textos asociados a temas 

específicos y generales de un texto, lo que permite asociar palabras con temas y así 

definirlo (Shams et al., 2012). Este método permite asociar palabras a polaridades de 

sentimientos para una fase de entrenamiento, y posteriormente validar nuevas 

palabras asociadas a dichas polaridades (Shams et al., 2012). Es precisamente 

(Shams et al., 2012) quienes probaron y validaron este método con versiones 

supervisadas y semi supervisadas (LDASA) para detectar sentimientos a partir de este 

método. Se recopila un conjunto inicial de pistas que se denomina conjuntos de 

palabras polares: en primer lugar  un léxico de sentimiento inglés existente se traduce 

al persa y se utiliza un diccionario del inglés al persa para traducir cada característica 
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de polaridad del inglés al persa, luego se eliminan los errores en la semilla inicial y se 

crean las pistas finales, estos errores se pueden corregir estimando la similitud entre 

términos, que puede hacerse a través de métodos basados en ontologías utilizan una 

ontología como WordNet o gráficos de conceptos, que son gráficos cuyos nodos son 

términos y los bordes indican la relación entre los términos. El análisis de sentimiento 

se realiza mediante el LDASA (modelo de asignación de Dirichlet latente), uno de los 

modelos de temas más populares basado en el supuesto de que los documentos son 

una mezcla de temas, donde un tema es una distribución de probabilidad sobre 

palabras y cada documento es escrito de manera generativa, de acuerdo con estos 

supuestos, se usa LDA para modelar una combinación de solo dos etiquetas de 

sentimiento, es decir, positivo y negativo, para cada tema. 

 

▪ Naïve Bayes: Los modelos de Naïve Bayes son una clase especial de algoritmos de 

clasificación de Aprendizaje Automático, y se basan en el teorema de Bayes, donde se 

asume que las variables predictoras son independientes entre sí, y lo consiguen 

proporcionando una forma de calcular la probabilidad posterior de que ocurra un cierto 

evento A, dadas algunas probabilidades de eventos anteriores (Troussas et al., 2013). 

En síntesis, entrenan un modelo para que calcule probabilidades de eventos A-B, 

luego, estas probabilidades se usan para predecir cuándo ocurran eventos similares y 

se categoricen (Troussas et al., 2013). El NBC "ingenuo" basado en la regla de Bayes. 

Se le denomina "ingenuo" ya que es que se hace una gran suposición sobre cómo se 

puede calcular la probabilidad de que ocurra el documento: es igual al producto de las 

probabilidades de cada palabra dentro de su ocurrencia (Troussas et al., 2013). En 

análisis textual, Troussas et al. (2013) presentaron cómo el análisis de sentimientos 

puede ayudar al aprendizaje de idiomas, estimulando el proceso educativo y los 

resultados experimentales en el NBC, encontrando que en el nivel de oración, en la 

mayoría de los casos, es más preciso que el nivel de frase porque cada actualización 

de estado tiene su propio estilo para abordar el sentimiento de los usuarios, a su vez, 

el algoritmo Naïve Bayes se desempeñó adecuadamente para hacer predicciones de 

texto, pero tiene un recuerdo significativamente menor y es necesario entrenarlo en 

más ocasiones.  

 

Análisis de emociones 
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Las emociones, a diferencia de los sentimientos, son reacciones espontáneas del ser 

humano que carecen de poder de manipulación y no se categorizan en formas de valencia 

o polaridad, sino que su forma de medir es nominal e identifica una serie de reacciones 

ante estímulos específicas como las expresiones de ira, felicidad o sorpresa, lo que hace 

que el análisis textual de emociones siempre en dos fases: detección de la emoción y 

asociación con el texto (Shaheen et al., 2015).  

 

El análisis de emociones vía texto, según la literatura revisada, tiene diversos métodos de 

análisis similares a los usados en análisis de sentimiento, no obstante, la diferencia radica 

en que, debido a la naturaleza de dos fases, donde primero se identifica la emoción y luego 

se asocia el texto, el aprendizaje supervisado es el método comúnmente usado (Shaheen 

et al., 2015). Los métodos encontrados en la literatura pueden dividirse de la siguiente 

manera: 

 

Primera fase: Detección de emociones  

Entendiendo que la primera fase se basa en detección de emociones, algunos autores se 

basaron en este proceso de manera rigurosa (Huangfu et al., 2013; Patacsil, 2020; Pereira 

et al., 2019; Shaheen et al., 2015) no obstante, esta detección se realizó de diversas 

maneras: 

 

▪ Diccionarios de emociones: Si bien la forma de extraer los datos varía, los autores 

señalan algunos pasos esenciales para la detección y parametrización de emociones 

y poder asociarlas con textos rigurosa (Huangfu et al., 2013; Patacsil, 2020; Pereira et 

al., 2019; Shaheen et al., 2015). 

 

▪ Construcción de diccionario de dimensión de emoción: este a su vez tiene seis pasos 

principales (1) Seleccione manualmente una pequeña cantidad de palabras semilla que 

pertenezcan a diferentes valores de dimensión de emoción; (2) Agregar sinónimos y 

antónimos a los conjuntos de candidatos de palabras de dimensión de emoción 

correspondientes haciendo referencia a WordNet; (3) Agregue nuevas palabras a los 

conjuntos de candidatos de palabras de dimensión de emoción correspondientes 

utilizando plantillas sintácticas diseñadas; (4) Evaluar cada palabra de dimensión de 

emoción en conjuntos de candidatos utilizando la función de puntuación;(5) Repita los 

pasos 1-4 hasta que finalicen las iteraciones; (6) Amplíe el diccionario de dimensión 
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emoción obtenido utilizando relaciones de palabras de WordNet para ampliar el 

diccionario. 

 

▪ Refinamiento del diccionario: el diccionario de dimensión de emoción obtenido puede 

tener ruido o las palabras de dimensión de emoción adquiridas pueden tener 

dimensiones superpuestas. Para ello se utiliza un modelo estadístico que además 

extrae tres dimensiones emocionales clave de las palabras. 

 

▪ Generación de tipos de emoción: se implementan modelos (OCC, ERR, EMOHEART) 

como una serie de reglas para facilitar la generación de los seis tipos de emociones 

más importantes.  

 

▪ Detección por expresión corporal: Pereira et al. (2019) extrajeron datos de video y 

audio, junto con análisis visual de cada cuadro de imagen mediante la aplicación de 

métodos robustos para el reconocimiento de emociones a partir de expresiones 

faciales y estimación del tamaño del campo. También analizaron la señal de audio y 

extrajeron características de audio, como características cromáticas, coeficientes 

centrales de frecuencia Mel y características espectrales (este paso es responsable de 

transcribir la señal de audio en texto mediante el servicio IBM WatsonT M Speech-to-

Text) (Pereira et al., 2019). Como resultado de los 3 últimos pasos, se calculan tres 

curvas diferentes, una para cada modalidad de información (audio, imágenes y texto), 

estas curvas contienen niveles de tensión a lo largo del tiempo, cuyos valores se 

modelan como polaridades (alta o baja tensión), finalmente, combinando esas tres 

curvas para obtener una curva de tensión emocional global se logran etiquetar las 

emociones para generar asociaciones textuales con las transcripciones (Pereira et al., 

2019).  

 

Métodos supervisados para el aprendizaje de emociones 

Los autores (Huangfu et al., 2013; Malik & Hussain, 2017; Patacsil, 2020; Pereira et al., 

2019; Shaheen et al., 2015; P. Thakur & Shrivastava, 2018; Troussas et al., 2013; Wang 

et al., 2018b), validaron y definieron métodos de aprendizaje supervisado analizando 

patrones de texto dirigidos hacia una categoría de emoción específica, de tal manera que, 

al definir el objetivo de categoría emocional, la máquina aprendiera sobre palabras o textos 

asociados con la misma. Los métodos usados y validados en los análisis fueron los mismos 
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a los métodos supervisados de los sentimientos, sólo que dirigidos de una manera 

diferente: 

 

▪ Support Vector Machine (SVM): Los vectores de soporte son usados por diversos 

autores (Huangfu et al., 2013; Shaheen et al., 2015) para crear entrenamientos de 

lenguaje por medio escrito, y luego poder etiquetar palabras y oraciones para que, una 

vez se contara con nuevos textos, dirigir y agrupar dichos textos categorías de 

emociones previamente definidas. Huangfu et al. (2013) y Shaheen et al. (2015) 

encontraron mejores precisiones de emociones a través de textos, ya que por la 

naturaleza previa de la primera fase, la asociación y el entrenamiento previo fue 

necesario para asociar palabras con emociones y crear un objetivo de supervisión. En 

este caso no aplican los algoritmos naturales ya que es necesario estimar objetivos en 

este procesamiento. 

 

▪ Naïve Bayes: En análisis textual, Troussas et al. (2013) usaron el NBC no sólo para 

detectar sentimientos (polaridades), sino también emociones específicas, el algoritmo 

se desempeñó adecuadamente para hacer predicciones de texto, pero tiene un 

recuerdo significativamente menor y es necesario entrenarlo en más ocasiones.  

 

▪ Modelos adaptados del aprendizaje no supervisado: Malik & Hussain (2017) y Wang et 

al. (2018b), probaron modelos no supervisados como el NLP y las redes neuronales 

profundas, no obstante, al notar que se requería una referencia u objetivo para asociar 

el aprendizaje y hacerlo supervisado, crearon adaptaciones híbridas de estos modelos 

teniendo una adaptación de la asociación emoción-texto más eficaz. En primer lugar, 

se adopta el modelo BERT-Large previamente entrenado para obtener una 

representación dependiente del contexto para cada token (emoción) de cada 

enunciado en una conversación, luego se propone una red de atención jerárquica para 

capturar información contextual de largo alcance sobre la estructura de la 

conversación, además, para modelar mejor la información de posición de los 

enunciados en la misma, se agregaron la inserción de posición a la entrada de la 

atención de múltiples cabezas (Wang et al., 2018b). Se pueden aplicar algoritmos 

evolutivos híbridos para mejorar la precisión predictiva de la utilidad de las revisiones 

utilizando el mismo conjunto de características, el uso de características influyentes 

como las características semánticas y emocionales (Malik & Hussain, 2017).  
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▪ Transformadores Pre-Entrenados con IA: a medición de emociones en textos mediante 

modelos basados en GPT ha ganado popularidad en los últimos años debido a su 

capacidad avanzada para procesar y analizar grandes cantidades de datos textuales. 

C. Li et al., (2023) explican que los modelos GPT pueden identificar patrones 

emocionales en textos a través del análisis contextual, lo que los convierte en una 

herramienta clave para el análisis de sentimientos en plataformas digitales. Estos 

autores usaron GPT para clasificar emociones en redes sociales, destacando su 

capacidad para detectar matices emocionales más complejos que los métodos 

tradicionales. Zhang y Liu (2022) utilizaron GPT-3 en particular para analizar 

comentarios de productos en línea, evaluando las emociones subyacentes en los 

textos de los consumidores. Los resultados mostraron que GPT no solo identifica 

emociones explícitas como alegría o enojo, sino que también es capaz de detectar 

emociones mixtas o sutiles, como la ambivalencia o la gratitud. Esta habilidad fue clave 

para mejorar las recomendaciones automáticas y personalizadas en plataformas de e-

commerce. Por su parte, E. Sharma & De Choudhury (2018) aplicaron GPT en el 

análisis de emociones dentro de conversaciones en foros de salud mental. El estudio 

destacó cómo el modelo pudo capturar emociones profundas como el miedo o la 

ansiedad, lo cual fue especialmente útil para identificar patrones en pacientes con 

depresión. Estos autores subrayan que la capacidad del modelo para interpretar el 

contexto más amplio del discurso ayudó a crear respuestas automáticas más 

empáticas y alineadas con las necesidades emocionales de los usuarios. Finalmente, 

Usman Hadi et al., (2023) exploraron la precisión de GPT-3 en la clasificación de 

emociones a partir de datos de servicio al cliente, comparándolo con otros modelos de 

NLP. Los autores encontraron que GPT superaba a otros enfoques en términos de 

exactitud y capacidad para detectar emociones sutiles como la frustración o la 

confusión, lo que fue crucial para mejorar la automatización en sistemas de atención al 

cliente. 

3.2.5 Conclusiones 

Esta RSL identificó diversos elementos de análisis de sentimientos y emociones a partir de 

información textual digital, entendiendo sus características y particularidades. En términos 

de la forma de entender el análisis textual asociado a constructos psicológicos, es 
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pertinente dejar claro que el proceso puede ser diferente por cada constructo, por ejemplo, 

si el constructo se trata de emociones, es necesario realizar una fase previa de detección 

de emoción para posteriormente asociarla con elementos textuales, aspecto que no 

sucede con los sentimientos.  

 

Cuando se establecen los métodos de análisis propiamente dichos, se encuentra que el 

ML es el método por excelencia al momento de analizar información no estructurada como 

la textual, teniendo los métodos supervisados y no supervisados como clave para 

analizarlos con los constructos psicológicos. En análisis de sentimiento, métodos no 

supervisados como el NLP o las redes neuronales profundos son los que mejor desempeño 

presentaron y mayor efectividad en la predicción de sentimientos, mientras en las 

emociones lo hacían mejor los métodos supervisados, ya que la fase previa implicaba 

asociación con un objetivo, en este caso, una categoría de emoción. En este último caso, 

métodos como los bayesianos o vectores de soporte tuvieron un mejor desempeño. 

 

Alcance, limitaciones y perspectiva futura 

Esta revisión, al ser preliminar, sólo tuvo alcance a una porción de artículos y estos se 

limitaron a la pregunta de investigación, los métodos de análisis no contemplaron posibles 

mediciones de otros constructos psicológicos como las actitudes, motivaciones o 

percepciones, incluso a otras formas de análisis no estructurado como audios o videos, 

por lo que podría ser una nueva perspectiva de análisis futuro, extendiendo además el 

contexto a diversas fuentes de datos. Por otro lado, se podría explorar al futuro el uso de 

métodos híbridos de aprendizaje que pudieran ser más precisos ante textos sarcasmo u 

otras derivaciones que vician el sentido de las oraciones en diversos idiomas y modismos. 

3.3 Análisis del componente emocional en el DCE: 
Análisis de datos con X 

3.3.1 Proceso analítico de comentarios en X: Medios de 
comunicación 

Naturaleza de los Datos 

La presente investigación utilizó una base de datos conformada por 103,921 comentarios 

recopilados de X, entre febrero de 2023 y febrero de 2024. Estos datos correspondían a 

publicaciones relacionadas con marcas del sector de medios masivos de comunicación de 
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Colombia, seleccionadas por su alta interacción en redes sociales. La recolección, como 

se mencionó en el diseño metodológico, se enfocó exclusivamente en publicaciones 

públicas disponibles bajo los términos y condiciones de la plataforma Apify, respetando los 

lineamientos éticos establecidos por la Universidad Nacional de Colombia. Los datos 

procesados fueron exclusivamente de texto, excluyendo cualquier contenido multimedia; 

antes de su análisis, se realizó un proceso de limpieza para eliminar duplicados, 

comentarios irrelevantes y posibles inconsistencias, garantizando así la calidad de la 

información. Adicionalmente, se aplicaron métodos para anonimizar los datos, asegurando 

la protección de la privacidad de los usuarios. 

 

El proceso de extracción involucró diez iteraciones, cada una con condiciones de filtrado 

específicas para asegurar una representación balanceada y rica en matices del contenido 

y las interacciones; en promedio, los comentarios analizados tenían una longitud de 35 a 

50 caracteres, lo que es coherente con las limitaciones de espacio en la plataforma y la 

tendencia de los usuarios a emplear mensajes breves y concisos, a su vez, la mayoría de 

los datos estaban en español, representando un 97% del total de los comentarios, mientras 

que un 3% correspondió a otros idiomas, los cuales fueron excluidos del análisis por no 

aportar a los objetivos del estudio. Se identificó una proporción significativa de datos 

duplicados, irrelevantes o incompletos, como publicaciones que contenían únicamente 

emojis, enlaces o menciones sin contexto. Estos datos fueron manejados mediante un 

proceso de filtrado y limpieza que garantizó la calidad del conjunto final para el análisis. 

Asimismo, se implementaron estrategias para eliminar publicaciones automatizadas o 

generadas por bots, asegurando que las interacciones analizadas fueran representativas 

de las percepciones y emociones reales de los usuarios. Se eliminó ruido textual, como 

hashtags, menciones, URLs y emojis, para centrar el análisis en contenido relevante, 

mediante técnicas de lematización y tokenización se normalizaron los datos 

estructurándolos en palabras base y unidades manejables, facilitando el uso de algoritmos 

NLP, además, se excluyeron mensajes vacíos, spam y comentarios automatizados, 

asegurando la calidad del conjunto de datos. 

 

La base de datos obtenida contiene tanto variables cuantitativas de interacción como 

variables cualitativas derivadas del contenido textual de los comentarios. Las variables 

principales se detallan en el Anexo I, las cuales son las mismas señaladas en el diseño 

metodológico. 
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Análisis descriptivo 

El análisis descriptivo de los datos recolectados ofrece una perspectiva fundamental sobre 

los patrones y dinámicas que caracterizan las interacciones digitales en el ecosistema de 

redes sociales. A través de la caracterización de métricas clave, como las visualizaciones 

promedio, las emociones detectadas y la frecuencia de interacción, se genera un marco 

analítico que facilita la comprensión de las complejas relaciones entre los usuarios y las 

marcas. Este enfoque permite delinear tendencias iniciales que enriquecen la 

interpretación de los fenómenos estudiados, sentando las bases para un análisis más 

profundo de las dimensiones que configuran el DCE. 

 

Del total de 103,921 comentarios, se registraron un total de 91,344 publicaciones 

realizados por los medios de comunicación, éstos representan el núcleo de la 

comunicación directa de los medios con su audiencia y reflejan la frecuencia y regularidad 

con la que los medios publican contenido en plataformas digitales. A partir de estas 

publicaciones, se observa que 62,976 de estas publicaciones se retuitearon, lo cual indica 

una fuerte tendencia de viralidad, donde los usuarios no solo consumen el contenido, sino 

que también lo difunden activamente. Este nivel de retuits sugiere que los contenidos de 

estos medios tienen un alto valor percibido, suficiente para motivar a los usuarios a 

compartirlos y amplificar su alcance más allá de los seguidores directos del medio. 

 

Las respuestas de los usuarios a las publicaciones de los medios totalizan 2,351 

comentarios, lo que proporciona un indicador de la interacción directa, representando una 

forma de engagement que implica una interacción más profunda y reflexiva, permitiendo 

observar cómo los usuarios reaccionan, debaten y aportan a los temas propuestos por los 

medios. En un análisis detallado de estas respuestas, se identificaron 1,215 respuestas 

etiquetadas como sensibles (indicadas variable sensibilidad), lo que sugiere que ciertos 

contenidos emitidos por los medios lograron evocar reacciones emocionalmente intensas 

o controversiales en la audiencia. Este hallazgo es particularmente relevante para los 

objetivos de esta investigación, ya que la sensibilidad en las respuestas puede ser un 

indicador de engagement emocional, mostrando cómo el contenido digital tiene el potencial 

de movilizar emocionalmente a los usuarios. La Figura 3-5 muestra el total de comentarios 

registrados, desglosado en publicaciones originales, retuits de estas publicaciones, 

respuestas de los usuarios y respuestas etiquetadas como sensibles. 



Resultados 105 

 

 

Figura 3-5: Descriptivos de engagement. 

 

Nombre de la fuente: Elaboración propia. 
 
El análisis temporal de la actividad de los tweets publicados por medios de comunicación 

y cuentas informativas entre octubre de 2023 y octubre de 2024 (Figura 3-6) presenta una 

dinámica altamente fluctuante en la producción y difusión de contenido digital: A 

variabilidad en el volumen de publicaciones sugiere que la generación de posts responde 

a eventos coyunturales de alto impacto, lo que se refleja en la presencia de picos de 

interacción seguidos de descensos abruptos. Aunque la actividad diaria se mantiene en un 

rango promedio de 280 a 320 tweets, en determinados momentos se observan 

incrementos que superan esta cifra, lo que indica una mayor producción de contenido en 

respuesta a acontecimientos de gran relevancia mediática. Estos picos pueden estar 

asociados con la reconfiguración de la agenda informativa en función de la demanda del 

público, mientras que los períodos de menor actividad, con registros por debajo de los 250 

tweets diarios, sugieren una menor producción de noticias o una disminución en la 

interacción de la audiencia, posiblemente debido a la ausencia de eventos que generen 

alta resonancia en redes sociales. La recurrencia de estos patrones refuerza la idea de 

que la actividad informativa en plataformas digitales sigue una lógica reactiva, en la que 

los medios ajustan sus estrategias de publicación según la coyuntura y el ciclo noticioso. 
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Figura 3-6: Temporalidad de tuits.  

 

Nombre de la fuente: Elaboración propia. 
 
Desde una perspectiva longitudinal, la evolución de la cantidad de tweets permite identificar 

fluctuaciones que pueden estar asociadas con factores estacionales en la cobertura 

informativa: en los últimos meses de 2023, la variabilidad es particularmente pronunciada, 

lo que sugiere la influencia de acontecimientos políticos, económicos y comerciales que 

marcan la agenda mediática en el cierre del año. En el primer trimestre de 2024, la 

producción de contenido muestra una relativa estabilización, aunque con la presencia de 

picos específicos que podrían estar relacionados con eventos de interés global o nacional. 

En la segunda mitad del período analizado, la oscilación en la cantidad de tweets se 

mantiene constante, reflejando la interacción entre la oferta informativa y la respuesta del 

público en distintos momentos del año. Estos hallazgos confirman que el DCE en medios 

de comunicación no puede explicarse únicamente a partir del volumen de publicaciones, 

sino que está condicionado por la relación entre la producción de contenido y la respuesta 

de la audiencia. La existencia de períodos de alta interacción sugiere que ciertos temas 

generan una mayor movilización digital, mientras que los momentos de menor actividad 

indican una atención informativa más dispersa, en este sentido, la dinámica de los tweets 

publicados por medios de comunicación ofrece una perspectiva valiosa sobre la forma en 

que la agenda informativa se adapta a los patrones de consumo digital y sobre cómo la 

interacción de los usuarios modula la difusión del contenido periodístico en redes sociales. 

 

Al desglosar estas cifras por cada medio de comunicación, se observan patrones distintos 

en términos de actividad de publicación, viralidad y respuestas de los usuarios. La Tabla 

3-3 proporciona una vista consolidada de estas métricas por cada medio. 
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Tabla 3-3: Métricas por cada medio autor. 

 

Medio de comunicación 
Publicaciones 

originales 
Respuestas 

Retuits de 

publicaciones 
Respuestas sensibles Total de comentarios 

BluRadio Colombia 4,933 863 3,244 0 8,711 

Canal RCN 2,697 0 2,083 0 7,994 

Caracol Radio 6,455 210 4,123 0 8,796 

Caracol Televisión 8,860 80 8,174 0 8,860 

EL HERALDO 9,504 251 4,711 0 9,504 

El Colombiano 8,928 19 6,571 0 8,928 

El Espectador 8,055 94 5,097 0 8,954 

Juan Alvaro Cortes 35 0 0 0 87 

Kienyke 8,124 105 2,466 0 8,134 

Noticias Caracol 8,226 143 7,127 0 8,236 

Noticias RCN 8,331 251 7,518 0 8,331 

RCN Radio 8,933 335 5,802 0 8,933 

Revista Semana 8,263 0 6,060 0 8,263 

Fuente: Elaboración propia. 

 

Medios como El Heraldo son destacados en términos de actividad de publicación, con 

9,504 publicaciones originales, también logró una fuerte viralidad, como lo indica la alta 

frecuencia de retuits en sus publicaciones (4,711), lo que sugiere que los contenidos de 

estos medios son altamente valorados por la audiencia y poseen un alto potencial de 

difusión. En términos de respuestas de los usuarios, BluRadio Colombia y RCN Radio 

obtuvieron la mayor cantidad de respuestas (863 y 335, respectivamente), lo cual indica 

un DCE más comportamental y una disposición de los usuarios para interactuar y 

comentar; aunque no se registraron respuestas sensibles para los medios en esta muestra, 

la interacción directa en estos medios es un indicador de que sus contenidos motivan la 

participación y la discusión entre los usuarios. Este análisis de la distribución de 

comentarios por medio y el desglose de publicaciones, retuits y respuestas proporciona 

una comprensión profunda de los patrones de DCE en cada medio, y aportan una base 

robusta para su estudio, permitiendo observar cómo las características de cada medio 

influyen en el tipo y nivel de interacción generada.  

 

Las visualizaciones promedio (view count) revela importantes diferencias en el alcance de 

los contenidos entre medios, destacando cómo ciertos medios capturan una mayor 

exposición que otros, por ejemplo, Noticias Caracol presenta el mayor promedio de 

visualizaciones, con aproximadamente 10,499 visualizaciones por publicación, seguido por 

Noticias RCN y El Espectador, con 7,765 y 6,203 visualizaciones respectivamente. Este 
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elevado alcance sugiere que estos medios logran posicionarse de manera eficaz en el 

ecosistema digital con una estrategia masiva, lo cual es crítico en el análisis del DCE en 

términos de visibilidad y penetración en la audiencia. En contraste, medios como Kienyke 

presentan un promedio significativamente menor de visualizaciones (650 visualizaciones), 

lo que puede reflejar un enfoque de nicho especializado. La menor exposición no 

necesariamente implica una falta de interés, podría ser indicativo de un público específico, 

lo cual podría tener implicaciones importantes en términos del DCE, dado que un contenido 

más especializado tiende a resonar con audiencias profundamente interesadas (Chun et 

al., 2021).  

 

El número de citas (quote count) aporta un matiz importante al análisis del DCE de tipo 

reflexivo, ya que representa una interacción donde los usuarios no solo comparten el 

contenido, sino que lo integran en sus propias publicaciones, aportando contexto o 

comentario adicional, lo que refleja un nivel de compromiso cognitivo superior, donde el 

usuario participa de forma activa en el discurso generado (Albladi et al., 2025). La cuenta 

de Juan Alvaro Cortes es un caso particular, con un promedio de 113 citas por publicación, 

en comparación con una media menor de otros medios, lo que evidencia que las 

publicaciones de este periodista generan un espacio de reflexión o debate donde los 

usuarios se sienten motivados a expresar sus propias perspectivas en relación con el 

contenido original. Otros medios como Revista Semana y Noticias Caracol también 

presentan un promedio relativamente medio de citas, 1.57 y 1.39 respectivamente, lo indica 

que los contenidos emitidos por estos medios no solo son consumidos pasivamente, sino 

que también invitan a un diálogo activo en la red, generando una cadena de interacción 

reflexiva que puede ser interpretada como una validación de la relevancia social de los 

temas tratados. 

 

Los me gusta (like count) representan una forma de DCE más pasiva en comparación con 

las respuestas o retuits, pero su análisis es relevante para entender el nivel de aprobación 

general de los contenidos: Juan Alvaro Cortes sobresale nuevamente, con un promedio de 

1,284 me gusta por publicación, lo que indica un alto nivel de aceptación y resonancia en 

su audiencia; Revista Semana presenta un promedio de me gusta estándar, 65.88, lo cual 

refleja una aprobación media del contenido; en contraste, medios como Kienyke y Caracol 

Televisión presentan promedios de me gusta por posteo más bajos (2.76 y 3.01 

respectivamente), lo que podría sugerir una respuesta menos aprobatoria de la audiencia, 
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esto plantea la posibilidad de que estos medios generen contenidos de interés informativo, 

pero con menor impacto en sus seguidores. La Tabla 3-4 presenta las principales métricas 

para cada medio de comunicación. 

 

Tabla 3-4: Métricas complementarias. 

 

Medio de 

comunicación 

Publicaciones 

originales 
Respuestas 

Retuits de 

publicaciones 

Respuestas 

sensibles 

Total de 

comentarios 

Promedio de 

visualizaciones 

Promedio de 

citas 

Promedio de 

me gusta 

BluRadio Colombia 4,933 863 3,244 0 8,711 6,033 0.56 12.4 

Canal RCN 2,697 0 2,083 0 7,994 4,002 0.41 7.89 

Caracol Radio 6,455 210 4,123 0 8,796 5,554 0.32 10.5 

Caracol Televisión 8,860 80 8,174 0 8,860 3,888 0.45 3.01 

EL HERALDO 9,504 251 4,711 0 9,504 4,324 0.65 9.7 

El Colombiano 8,928 19 6,571 0 8,928 5,671 0.48 8.3 

El Espectador 8,055 94 5,097 0 8,954 6,203 0.67 11.2 

Juan Alvaro Cortes 35 0 0 0 87 1,567 113.00 1,284 

Kienyke 8,124 105 2,466 0 8,134 650 0.37 2.76 

Noticias Caracol 8,226 143 7,127 0 8,236 10,499 1.39 55.2 

Noticias RCN 8,331 251 7,518 0 8,331 7,765 1.11 47.8 

RCN Radio 8,933 335 5,802 0 8,933 4,108 0.98 22.7 

Revista Semana 8,263 0 6,060 0 8,263 5,302 1.57 65.8 

Fuente: Elaboración propia. 

 

Por otro lado, la Figura 3-7 muestra el mapa de ubicaciones reportadas de los usuarios 

que interactuaron con los distintos medios. Este análisis permite identificar patrones de en 

diferentes regiones, la visualización geográfica revela que ciertos medios logran captar un 

interés más amplio en zonas urbanas principales, mientras que otros presentan una 

audiencia distribuida de manera más uniforme, por ejemplo, El Tiempo y Noticias RCN 

tienen una concentración notable en Bogotá y Medellín, sugiriendo que estos medios son 

particularmente influyentes en estas ciudades. En contraste, medios como BluRadio 

Colombia muestran una audiencia más diversificada geográficamente, lo cual puede 

implicar una conexión temática o de estilo que apela a diferentes contextos regionales. 

 

Figura 3-7: Mapa de ubicaciones reportadas de los usuarios. 
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Nombre de la fuente: Elaboración propia. 
 
El análisis descriptivo de las métricas de interacción, como visualizaciones promedio, "me 

gusta" y compartidos, ofrece una visión inicial sobre la efectividad de las estrategias 

digitales de las marcas en el sector de medios de comunicación. Las diferencias 

observadas en estas métricas entre las marcas sugieren que aquellas con mayor alcance, 

como Noticias Caracol, logran maximizar la visibilidad y resonancia de sus contenidos 

mediante estrategias masivas que apelan a audiencias amplias y diversificadas; en 

contraste, marcas como Kienyke, con un enfoque más especializado, reflejan la capacidad 

de construir audiencias de nicho donde la profundidad del engagement puede superar la 

necesidad de alcanzar grandes volúmenes de usuarios. 

 

El análisis temporal de la actividad en X de los cinco principales medios de comunicación 

seleccionados (Figura 3-8) evidencia una evolución diferenciada en la producción de 

contenido entre 2023 y 2024. En el primer tramo del análisis, correspondiente a octubre-

diciembre de 2023, se observa una alta variabilidad en la cantidad de tweets diarios, con 

fluctuaciones significativas en los volúmenes de publicación. Medios como El Heraldo y 

Caracol TV presentan picos de actividad más pronunciados, mientras que El Espectador y 

RCN Radio exhiben una mayor estabilidad en sus tendencias de publicación: la volatilidad 

en este período sugiere que los medios ajustan la cantidad de contenido difundido en 

función de eventos coyunturales, lo que implica una relación directa entre la producción de 

tweets y la agenda noticiosa del momento. Asimismo, la dispersión en las frecuencias de 
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publicación indica que no existe una regularidad uniforme en la estrategia digital de los 

medios, sino que su actividad está condicionada por la urgencia y relevancia de los 

acontecimientos informativos. 

 

En el transcurso de 2024, el volumen de tweets muestra una tendencia hacia la 

estabilización, aunque se mantiene la presencia de picos recurrentes en la actividad de 

cada medio: durante el primer semestre del año, se observa una reducción en la volatilidad 

de los datos, lo que sugiere que los medios han adoptado estrategias más regulares en su 

producción de contenido digital, no obstante, los momentos de mayor actividad siguen 

evidenciando la influencia de eventos específicos; a medida que avanza el año, las 

fluctuaciones en la cantidad de tweets tienden a disminuir, indicando una mayor 

homogeneidad en la distribución de la producción de contenido. Estos resultados refuerzan 

la hipótesis de que, si bien el volumen de publicaciones en redes sociales está influenciado 

por la actualidad informativa, los medios de comunicación buscan mantener un nivel 

constante de interacción digital para maximizar su alcance. La persistencia de patrones de 

alta actividad sugiere que ciertos temas generan una mayor movilización digital, mientras 

que los períodos de menor producción reflejan momentos en los que la atención 

informativa se encuentra dispersa; este comportamiento resalta la importancia de 

comprender cómo la agenda mediática y las estrategias de contenido afectan la dinámica 

del DCE en plataformas digitales, ofreciendo un marco de análisis relevante para la 

optimización de estrategias de difusión en medios de comunicación. 

 

Figura 3-8: Análisis temporal por autor. 
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Nombre de la fuente: Elaboración propia. 
 
Todas las variaciones descriptivas analizadas tienen implicaciones directas en las 

estrategias de contenido, ya que demuestran que la optimización de las métricas 

cuantitativas debe ir acompañada de un análisis cualitativo que permita identificar los 

factores que generan mayor interacción. Los resultados sugieren que no solo la cantidad, 

sino la calidad de las interacciones digitales, desempeña un papel central en la 

construcción del DCE, lo que subraya la necesidad de diseñar contenidos alineados con 

las preferencias específicas de cada segmento de audiencia (Brodie et al., 2011).Este 

enfoque integral permite comprender tanto los patrones generales de variables asociadas 

al DCE como las particularidades de cada medio, lo que será fundamental en las siguientes 

fases, donde se explorarán elementos emocionales que los contenidos de cada medio 

evocan y las diferencias en DCE según el perfil del medio y el tipo de contenido difundido. 
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Análisis de sentimiento 

El análisis de sentimiento emerge como una herramienta crítica para entender el aspecto 

cognitivo en los comentarios, proporcionando una perspectiva más rica y cualitativa del 

involucramiento del consumidor, a través de este enfoque, se integran métricas objetivas 

con un análisis de tono comunicacional detallado, lo que amplía el marco interpretativo 

hacia una comprensión integral de las dinámicas de DCE. Este apartado aborda cómo las 

tonalidades detectadas complementan el análisis cuantitativo, fortaleciendo el vínculo 

entre las dimensiones cognitiva y comportamental. 

 

Para el análisis, se implementó un proceso riguroso de preparación de los datos que 

permitió extraer insights profundos sobre la polaridad expresadas en los comentarios de 

los usuarios la cual se calcula a partir de un enfoque lexicográfico, utilizando diccionarios 

especializados en los que cada palabra está previamente clasificada con valores 

asociados a cargas positivas, negativas o neutras. Este método permite cuantificar el tono 

comunicacional en contextos digitales, capturando la percepción general de los usuarios 

hacia el contenido mediante un análisis sistemático de patrones textuales de negativo a 

positivo. Este proceso comenzó con la tokenización y la lematización de los textos, 

operaciones fundamentales para normalizar el contenido y facilitar la aplicación de 

modelos de análisis de sentimientos; la primera segmentó el texto en unidades manejables 

(tokens), mientras que la segunda estandarizó las palabras a su forma raíz, eliminando 

variaciones morfológicas que podrían sesgar el análisis (Ver Anexo J). 

 

Adicionalmente, se implementaron estrategias de eliminación de palabras vacías 

(stopwords), excluyendo términos de alta frecuencia, pero bajo valor informativo que 

podrían distorsionar el resultado del análisis, así mismo, con el objetivo de capturar 

únicamente la semántica relevante, se filtraron también otros elementos no esenciales, 

como signos de puntuación y caracteres especiales. 

 

Aplicación de modelos para análisis de sentimiento 

El análisis de sentimiento se efectuó inicialmente mediante el modelo TextBlob, el cual 

utiliza una aproximación basada en un algoritmo de análisis lexicográfico, que consiste en 

comparar cada palabra del texto con un diccionario predefinido de términos con sus 

correspondientes valores de polaridad y subjetividad, aprovechado principalmente por su 



114 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
enfoque basado en lexicones1 para calcular la polaridad de cada comentario. TextBlob 

asigna una puntuación de polaridad entre -1 (muy negativo) y +1 (muy positivo), logrando 

una clasificación en categorías de positivo, neutro y negativo según el promedio de 

polaridad de los términos en cada texto. Este método se implementó para un análisis 

preliminar, dada su capacidad para manejar grandes volúmenes de datos y producir 

resultados de forma eficiente en textos de longitud limitada, como los tweets. 

 

El algoritmo que sustenta TextBlob para el análisis de sentimiento se basa principalmente 

en el uso de NBC, pero para el análisis de sentimientos en español, TextBlob depende de 

lexicones preentrenados adaptados al idioma. Estos lexicones contienen palabras y frases 

comunes que han sido etiquetadas previamente con su respectiva polaridad y subjetividad. 

Algunos aspectos clave de este proceso se señalan en el Anexo K. 

 

A partir de esta clasificación lexicográfica, se obtuvieron categorías detalladas de 

sentimiento (extremo positivo, positivo, neutro positivo, neutro, neutro negativo, negativo y 

extremo negativo), las cuales aportaron una visión granular sobre las tonalidades 

emocionales en los comentarios de los usuarios; la estructura de estas categorías permitió 

la creación de una base de datos enriquecida con variables dummy (1-0), las cuales 

facilitaron un análisis estadístico avanzado y la visualización de patrones en el DCE. 

 

Para el análisis de sentimiento realizado con TextBlob, se emplearon diversas métricas de 

desempeño como exactitud, precisión, recall y puntaje F1 para cada categoría de 

sentimiento (Tabla 3-5). Para estas métricas, se compararon las predicciones de TextBlob 

con una base de referencia de comentarios previamente etiquetados manualmente, 

permitiendo calcular la proporción de clasificaciones correctas en cada categoría de 

sentimiento. La exactitud general fue del 82%, mientras que la precisión y el recall para los 

sentimientos positivos y negativos fueron altos, con puntajes F1 de 0.79 y 0.77 

respectivamente; en contraste, la categoría neutral mostró un desempeño inferior (puntaje 

F1 de 0.68), lo cual se atribuye a la dificultad de TextBlob para manejar ambigüedades 

contextuales debido a su dependencia en un diccionario de polaridad de palabras. Estas 

 
 

1 Los lexicones son estructuras léxicas que categorizan palabras según su contribución al tono comunicacional del texto, permitiendo identificar patrones en 

la percepción cognitiva de los usuarios hacia los contenidos, según Mohandas et al. (2012), este enfoque sistemático permite interpretar el tono de las 

interacciones digitales de manera precisa y replicable, siendo una herramienta clave para analizar la percepción comunicativa en plataformas digitales. 
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métricas reflejan que TextBlob es adecuado para captar sentimientos claros en textos 

breves, como tweets, pero puede tener limitaciones en contextos neutros o ambiguos, 

donde el significado depende del contexto más que de la polaridad individual de las 

palabras. La comparación con la base de referencia fue esencial para identificar estas 

áreas de mejora, demostrando la eficacia de TextBlob en categorías bien definidas, pero 

también sugiriendo la necesidad de un modelo más sofisticado basado en Transformers, 

como BETO o ROBERTa, que pueda captar los matices semánticos y el contexto cultural 

en español. 

 

Tabla 3-5: Métricas de Desempeño de TextBlob: Naïve Bayes. 

 

Métrica Puntaje 

Exactitud 0.82 

Precisión (Positivo) 0.78 

Recall (Positivo) 0.81 

Puntaje F1 (Positivo) 0.79 

Precisión (Negativo) 0.75 

Recall (Negativo) 0.80 

Puntaje F1 (Negativo) 0.77 

Precisión (Neutral) 0.65 

Recall (Neutral) 0.72 

Puntaje F1 (Neutral) 0.68 

Fuente: Elaboración propia. 

 

Refinamiento y ampliación del modelo con BETO y ROBERTa 

Para mejorar la precisión del análisis de sentimientos, especialmente en un corpus extenso 

y en español, se complementó el uso de TextBlob con el modelo BETO, que incorpora 

características avanzadas de aprendizaje profundo y análisis contextual para capturar 

mejor las sutilezas semánticas del español.  BETO es un modelo de NLP basado en la 

arquitectura BERT (Bidirectional Encoder Representations from Transformers), 

especialmente diseñado para comprender y procesar el español, el cual utiliza una 

arquitectura de redes neuronales profundas basada en transformers, lo cual le permite 

manejar secuencias de texto extensas y capturar relaciones contextuales avanzadas entre 

las palabras, algo crucial en el análisis de textos complejos o con matices específicos del 

idioma español (ver Anexo L). 

 

En esta tesis, BETO fue implementado como modelo de clasificación de sentimientos 

utilizando una base de datos de 5,000 tweets previamente etiquetados, y al igual que en 
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los preparatorios de los comentarios, se aplicaron técnicas de lematización, eliminación de 

palabras vacías y tokenización para garantizar la compatibilidad con el modelo. 

Posteriormente, se desplegó en un entorno de procesamiento en Python mediante la 

biblioteca Transformers, configurándolo para realizar predicciones basadas en las 

relaciones contextuales aprendidas durante su preentrenamiento. A diferencia de 

TextBlob, que opera con un enfoque lexicográfico y depende de diccionarios estáticos, 

BETO demostró una ventaja significativa al procesar matices específicos del español, 

logrando una mayor precisión en la clasificación del tono comunicacional en los 

comentarios analizados. 

 

En cuanto a las métricas de desempeño, el modelo mostró un desempeño elevado en 

términos de exactitud y puntaje F1, logrando una precisión del 98.67% y una exhaustividad 

del 98.65%, lo que indica que BETO fue capaz de identificar correctamente las categorías 

de sentimiento con gran precisión (Tabla 3-6). La base de comparación para estas métricas 

fue el conjunto de validación derivado del 20% de los datos etiquetados, lo que permitió 

una evaluación robusta de su capacidad predictiva en un contexto realista. 

 

Tabla 3-6: Métricas de desempeño modelo BETO vs Textblob. 

 

Métrica TextBlob (Naïve Bayes) BETO 

Exactitud (Accuracy) 82% 98.7% 

Precisión (Positivo) 78% 98.7% 

Recall (Positivo) 81% 98.6% 

Puntaje F1 (Positivo) 79% 98% 

Fuente: Elaboración propia. 

 

BETO demuestra una precisión significativamente mayor en todas las métricas 

compartidas, reflejando su capacidad para procesar de manera más efectiva los matices 

contextuales del idioma español, versus TextBlob, que, aunque adecuado para tareas 

básicas, presenta limitaciones en la clasificación de tonos comunicacionales más 

complejos, como lo evidencia su menor puntaje F1. Este método permitió analizar un 

mayor contexto de los tweets y clasificar con mayor exactitud las polaridades, alineándose 

con los objetivos de comprender cómo los comentarios reflejan polaridades hacia los 

contenidos de los medios de comunicación.  
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El modelo BETO fue posteriormente desplegado sobre esta base completa de 103,921 

comentarios, esto utilizando técnicas de procesamiento en lotes, donde BETO clasificó 

inicialmente cada comentario en las categorías de sentimiento previamente descritas, 

asegurando que el modelo mantuviera su nivel de precisión y eficiencia en el análisis de 

una base de datos de gran volumen (Ver Anexo M). Posteriormente, La polaridad de cada 

comentario se asignó en base a rangos predefinidos, lo cual permitió una clasificación más 

detallada que incluyó etiquetas de Extremo Positivo, Positivo, Neutro Positivo, Neutro, 

Neutro Negativo, Negativo y Extremo Negativo, y cada una fue convertida en una variable 

dummy (1-0), esto significa que se crearon columnas binarias para cada una de las 

categorías de sentimiento, en donde “1” indica la presencia del sentimiento en un 

comentario específico y “0” su ausencia.  

 

El modelo BETO, gracias a su capacidad de procesar contextos complejos en español, 

permitió una clasificación precisa del tono comunicacional en los datos analizados, por lo 

cual este fue el modelo tenido en cuenta x para los resultados descriptivos (no teniendo en 

cuenta a textblob), fundamentales para comprender la distribución de los sentimientos y 

las dinámicas comunicativas, cuyo análisis detallado se presenta a continuación en la 

Tabla 3-7. 

 

Tabla 3-7: Distribución de sentimientos. 

 

Sentimiento Porcentaje Frecuencia 

Extremo Negativo 0,28% 293 

Extremo Positivo 0,06% 61 

Negativo 0,33% 338 

Neutro 97,28% 101092 

Neutro Negativo 0,33% 344 

Neutro Positivo 1,12% 1165 

Positivo 0,60% 628 

Total  100,00% 103921 

Fuente: elaboración propia. 

 

La predominancia de sentimientos neutros en el 97.28% de los 103,921 comentarios 

analizados no necesariamente denota un tono sin intensidad, sino más bien un balance 

semántico en el lenguaje utilizado por los usuarios y los medios, este fenómeno se observa 

particularmente en comentarios que emplean un léxico equilibrado, combinando términos 

con connotaciones positivas y negativas, o utilizando palabras descriptivas sin polaridad 

evidente, como en el tweet: "La propuesta del alcalde será evaluada por el concejo la 
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próxima semana": este tipo de interacción refleja un consumo de contenido más 

informativo que emocional, destacando el carácter analítico o automático de la audiencia 

en redes sociales. Asimismo, tweets como: "Sigue el cubrimiento especial en vivo de las 

elecciones en Colombia" ilustran cómo la neutralidad surge cuando la función del mensaje 

se limita a la transmisión de hechos, sin intención de generar polaridad. Estos hallazgos, 

desde una perspectiva metodológica, subrayan la necesidad de ajustar los modelos de 

análisis de sentimiento para diferenciar entre neutralidad auténtica y balance semántico en 

contextos informativos, además, reflejan que el DCE, en estos casos, está mediado más 

por patrones de consumo y redistribución de información (comportamental) que por la 

expresión de tonos de comunicación (cognitivo). 

 

Los sentimientos neutro positivo (1.12%) reflejan una valoración moderadamente 

favorable, observable en comentarios como: “Es una buena iniciativa, aunque podrían 

mejorar en algunos aspectos”; este tipo de polaridad indica un tono analítico, en el cual los 

usuarios reconocen fortalezas, pero simultáneamente identifican áreas de mejora; 

palabras clave como "buena" o "mejorar" configuran esta percepción equilibrada, 

evidenciando un matiz que va más allá del consumo pasivo de información. 

 

Por su parte, los sentimientos positivos (0.60%) están asociados con una conexión más 

afirmativa y directa hacia los contenidos, como se ilustra en el tweet: “Gran logro para la 

comunidad, excelente trabajo”, aquí, términos con alta carga positiva, como “gran” y 

“excelente”, destacan un tono aspiracional, donde el apoyo y la aprobación se convierten 

en elementos predominantes, este fenómeno pone de manifiesto cómo la elección de 

palabras impacta en la construcción de polaridades emocionales. 

 

En contraste, los sentimientos neutro negativo (0.33%) y negativo (0.33%) están 

vinculados con un tono crítico, caracterizado por descripciones que combinan 

reconocimiento con elementos de desaprobación. Un ejemplo de neutro negativo es: “Buen 

intento, pero los resultados no cumplen las expectativas”, donde términos como “intento” y 

“cumplir” generan un equilibrio entre validación y crítica. En el caso de negativo, un tweet 

como: “Es inaceptable lo que sucedió, no tienen excusa” emplea términos contundentes 

como “inaceptable” para amplificar la percepción de desaprobación, subrayando el 

potencial polarizador del lenguaje. 
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Por último, los sentimientos extremos (0.06% positivo y 0.28% negativo) representan los 

picos más intensos de polaridad, asociados con contenidos altamente polarizantes; un 

ejemplo de positivo extremo es: “Orgulloso de formar parte de este éxito monumental”, 

donde expresiones como “orgulloso” y “monumental” maximizan la positividad. Por otro 

lado, negativo extremo se ejemplifica en frases como: “Esto es un completo desastre, no 

se puede tolerar”, donde la combinación de términos como “desastre” y “tolerar” 

incrementan la intensidad de la percepción negativa. 

 

Metodológicamente, los resultados subrayan la importancia de analizar la composición 

léxica de los comentarios y cómo estas palabras configuran las categorías de polaridad, 

donde los niveles moderados de polaridad, como los representados en neutro positivo y 

neutro negativo, confirman un DCE guiado por lo comportamental, mientras que los picos 

extremos destacan interacciones provocadas por contenidos altamente cognitivos y 

emocionales. Este análisis proporciona una base sólida para medir el DCE y entender 

cómo las características lingüísticas de los tweets influyen en las respuestas cognitivas de 

los usuarios en los medios de comunicación (Tabla 3-8). 

 

Tabla 3-8: Sentimiento por cuenta. 

 

Cuenta Extremo negativo Extremo positivo Negativo Neutro Neutro negativo Neutro positivo Positivo 

BluRadioCo 0,2% 0,0% 0,6% 97,1% 0,5% 0,5% 1,1% 

CanalRCN 0,2% 0,0% 0,0% 94,1% 0,3% 5,2% 0,1% 

CaracolRadio 0,0% 0,0% 0,0% 99,1% 0,1% 0,4% 0,3% 

CaracolTV 0,2% 0,1% 0,0% 97,8% 0,3% 0,8% 0,8% 

elcolombiano 0,5% 0,0% 0,7% 96,7% 0,2% 1,0% 0,9% 

elespectador 0,3% 0,0% 0,0% 98,4% 0,3% 0,8% 0,3% 

elheraldoco 0,0% 0,0% 0,4% 98,5% 0,0% 0,6% 0,5% 

impulsodigital 0,0% 0,0% 0,0% 100,0% 0,0% 0,0% 0,0% 

JuanAlvaroC 0,0% 0,0% 0,0% 100,0% 0,0% 0,0% 0,0% 

kienyke 0,7% 0,2% 0,2% 96,6% 0,6% 0,8% 0,9% 

LAFMOficial 0,0% 0,0% 0,0% 92,0% 0,0% 8,0% 0,0% 

NoticiasCaracol 0,4% 0,0% 0,2% 97,5% 0,5% 0,7% 0,6% 

NoticiasRCN 0,4% 0,0% 0,2% 97,6% 0,5% 1,0% 0,3% 

rcnradio 0,4% 0,1% 0,1% 97,2% 0,6% 1,0% 0,6% 

RevistaSemana 0,2% 0,2% 1,5% 96,3% 0,2% 0,9% 0,7% 

Fuente: Elaboración propia. 

 

El análisis de la distribución de sentimientos en los medios de comunicación evidencia que 

la predominancia de interacciones neutras no se limita únicamente a contenido informativo; 

también incluye combinaciones de frases que, al contener elementos positivos y negativos 

simultáneamente, resultan en una clasificación neutral: medios como Caracol Radio 

(99.1%), El Espectador (98.4%) y El Heraldo (98.5%), así como Juan Álvaro e Impulso 
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Digital con un 100% de interacciones neutras, refuerzan esta observación. Por ejemplo, 

tweets como "La economía del país muestra signos de recuperación, aunque persisten 

desafíos estructurales" o "El concierto fue impresionante, pero la organización dejó mucho 

que desear" contienen una mezcla de juicios que neutralizan cualquier polaridad explícita; 

este patrón sugiere que la audiencia responde a matices balanceados, donde el DCE 

puede estar basado en la evaluación cognitiva más que en la reacción emocional. 

 

En medios como Canal RCN (5.2% neutro positivo) y LAFMOficial (8.0% neutro positivo), 

esta neutralidad también puede surgir de combinaciones comunicativas que ofrecen 

valoraciones agradables con limitaciones implícitas: frases como "Un programa inspirador 

que resalta historias emocionantes, aunque con un formato repetitivo" ejemplifican cómo 

una respuesta emocional positiva puede ser contrarrestada por un juicio crítico, resultando 

en una percepción neutral. Este fenómeno metodológicamente resalta la necesidad de 

desagregar interacciones neutras en subcategorías que reflejen la complejidad de las 

respuestas del público, además, destaca que, en lugar de una falta de carga emocional, 

estas interacciones reflejan una sofisticación en el procesamiento del contenido, donde la 

audiencia evalúa simultáneamente atributos positivos y negativos. 

 

Para el análisis del DCE, esta dinámica sugiere que los medios deben considerar cómo 

sus mensajes combinan estos elementos, por ejemplo, aquellos que equilibren tonos 

positivos y críticos podrían fomentar un engagement sostenido por la percepción de 

autenticidad y profundidad, sin embargo, la identificación de esta neutralidad matizada 

también podría informar estrategias para optimizar contenidos, ya sea reforzando 

elementos positivos o limitando críticas para generar una reacción más polarizada y, 

posiblemente, mayor interacción. Esto tiene implicaciones clave para los resultados de la 

tesis, ya que subraya que el DCE no solo se vincula con la intensidad emocional, sino con 

la percepción balanceada y contextual del contenido. 

 

Tabla 3-9 refleja una marcada predominancia de un tono comunicativo neutro en las 

respuestas de los usuarios, alcanzando el 100% en varios medios como Caracol Radio, 

Caracol Televisión, El Espectador, El Heraldo, Impulso Digital, Kienyke, Noticias Caracol y 

RCN Radio, lo que es metodológicamente relevante y de alguna manera va en contravía 

con la literatura previa que subraya la alta polarización emocional característica de las 

interacciones en redes sociales, particularmente en contextos noticiosos y políticos 
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(Departamento Nacional de Planeación, 2020). Una posible explicación radica en las 

limitaciones inherentes al modelo de análisis utilizado, cuyo preentrenamiento puede 

favorecer clasificaciones moderadas o neutras cuando los textos contienen palabras con 

carga emocional mixta o insuficiente claridad contextual, por ejemplo, un comentario como 

"El gobierno anunció medidas que algunos ven como positivas, pero que otros rechazan 

rotundamente" podría interpretarse como neutro al integrar elementos contradictorios. 

 

Tabla 3-9: Sentimiento por cuenta segmentada sólo a comentarios de usuarios. 

 

Comentarios Extremo negativo Negativo Neutro Neutro negativo Neutro positivo Positivo 

Total 0,34% 1,01% 96,51% 0,34% 0,76% 1,05% 

BluRadioCo 0,00% 2,78% 93,05% 0,00% 1,27% 2,90% 

CaracolRadio 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

CaracolTV 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

elcolombiano 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

elespectador 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

elheraldoco 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

impulsodigital 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

kienyke 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

LAFMOficial 0,00% 0,00% 66,67% 0,00% 33,33% 0,00% 

NoticiasCaracol 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

NoticiasRCN 3,19% 0,00% 93,63% 3,19% 0,00% 0,00% 

rcnradio 0,00% 0,00% 100,00% 0,00% 0,00% 0,00% 

Fuente: Elaboración propia. 

 

Otro factor clave a considerar es que algunos medios, como Canal RCN y Caracol, tienen 

los comentarios de sus publicaciones deshabilitados, limitando las interacciones directas 

de los usuarios, lo que podría explicar la predominancia de resultados neutros en estas 

cuentas, ya que la interacción es mayormente informativa, sin permitir respuestas que 

puedan expresar una polaridad clara. Según Prakash (2024) la restricción en las dinámicas 

de interacción puede afectar significativamente la percepción del DCE, reduciendo las 

manifestaciones escritas explícitas y promoviendo un consumo pasivo de información; 

además, la neutralidad observada podría no reflejar necesariamente la ausencia de 

polaridad, sino más bien un tipo de participación reflexiva. 

 

Un aspecto para tener en cuenta en la selección de los comentarios en este estudio es la 

eliminación de bots y cuentas falsas en el análisis, junto con el control de estrategias de 

manipulación intencional de sentimientos en la plataforma X, lo que puede haber 

contribuido a la predominancia de sentimientos neutros en los resultados. Estudios previos, 

como los de Ferrara et al. (2016), señalan que los bots suelen amplificar mensajes 
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polarizados, incrementando la percepción de extremos emocionales en debates digitales, 

es decir, al excluir estas fuentes de distorsión, se obtiene una representación más auténtica 

de las interacciones orgánicas, pero también se reduce la intensidad polarizadora 

esperada en ciertos contextos mediáticos.  

 

La Figura 3-9 representa las palabras asociadas a sentimientos neutros. Por último, 

medios como BluRadioCo y NoticiasRCN, que presentan ligeras variaciones en los 

porcentajes de sentimientos positivos, negativos y extremos, sugieren que su contenido 

puede evocar reacciones más polarizadas, pero que, en una gran proporción de 

comentarios, el modelo no logra diferenciar completamente entre un tono mixto y una 

neutralidad real. En este sentido, las cuentas con interacciones deshabilitadas o aquellas 

con una clara preponderancia de neutralidad ofrecen una oportunidad para repensar cómo 

se mide el DCE en estos entornos, destacando la necesidad de un modelo que integre 

matices y variabilidad contextual. 

 

Figura 3-9: Palabras asociadas a sentimientos neutros. 

 

Nombre de la fuente: Elaboración propia. 
 
En concordancia con lo anterior, el análisis de palabras, acompañado de su frecuencia, 

permite una exploración detallada de las dinámicas discursivas predominantes en los 

comentarios analizados en X, lo que, desde una perspectiva de análisis del discurso, 

destaca las temáticas centrales discutidas y revela cómo las interacciones en esta 

plataforma están configuradas tanto por los contenidos emitidos por los medios como por 

las respuestas matizadas de las audiencias. La  Figura 3-10 presenta las palabras 

asociadas a sentimientos negativos. Palabras destacadas como "Colombia", "presidente" 

y "Guajira", reflejan una inclinación significativa hacia temas nacionales y políticos, 

términos asociados con debates sociales recurrentes que invitan a una participación 

informativa y crítica, como se observa en el siguiente comentario: "La crisis en la Guajira 
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necesita soluciones inmediatas. El presidente promete cambios, pero seguimos viendo 

pocas acciones concretas." 

 

Este tweet combina términos de polaridades opuestas: "crisis" evoca una connotación 

negativa, mientras que "soluciones" y "cambios" introducen elementos de expectativa 

positiva, lo que evidencia que la coexistencia de estas perspectivas genera un discurso 

mixto que dificulta al modelo de análisis de sentimientos clasificar el comentario de manera 

binaria, contribuyendo al predominio de clasificaciones neutras. Términos como "dado"  y 

"dice" son recurrentes en citas de declaraciones oficiales o reportajes periodísticos, 

refuerzan este patrón, ya que intentan dejar comentarios en boca de sus actores, Por 

ejemplo: "El presidente dice que habrá más recursos para la educación, pero no se 

especifica cómo se implementarán.", aquí, aunque la frase incluye un anuncio prometedor, 

la inclusión de un elemento de incertidumbre ("no se especifica") neutraliza el impacto 

positivo inicial, posicionando el comentario en la categoría neutra, lo que refleja un discurso 

informativo matizado, característico de los contenidos analizados. 

 

Siguiendo esta línea, palabras como "paz"  y "trabajo" destacan por su versatilidad 

discursiva, al ser utilizadas tanto en contextos positivos como críticos, un ejemplo claro de 

esto es: "La paz debe ser prioridad, no un eslogan político como lo hacen parecer los 

medios.", en este caso, aunque "paz" tiene una carga positiva intrínseca, el marco crítico 

del comentario atenúa su polaridad, clasificándolo como neutro, fenómeno que es 

consistente con términos como "proyecto"  o "agua", que, aunque en sí mismos pueden 

ser neutrales o positivos, se ven afectados por los contextos discursivos en que se utilizan, 

lo que refuerza la complejidad del análisis. 

 

Figura 3-10: Palabras asociadas a sentimientos negativos. 

 

Nombre de la fuente: Elaboración propia. 
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En contraste con lo anterior, el análisis de las palabras más frecuentes de sentimientos 

negativos refleja preocupaciones sociales, económicas y tecnológicas, evidenciando cómo 

los usuarios responden de manera crítica a ciertos temas difundidos por los medios, donde 

en este tipo de interacciones se destaca la capacidad de las redes sociales para amplificar 

polaridades negativas en contextos de alto impacto mediático. Palabras como 

"inteligencia", "artificial" y "tecnológico" reflejan un enfoque discursivo crítico hacia los 

avances tecnológicos, particularmente en el ámbito de la IA, tal como lo muestra uno de 

los tweets: "La inteligencia artificial puede traer beneficios, pero también es un riesgo para 

los empleos y la privacidad. Nadie está regulando esto como debería.", este comentario 

ilustra cómo términos positivos como "beneficios" se entrelazan con palabras de 

connotación negativa como "riesgo" y "privacidad," lo que refuerza la polaridad negativa 

general, además, el escepticismo hacia la regulación muestra un marco discursivo donde 

el análisis crítico supera cualquier percepción optimista inicial. Por otro lado, términos como 

"crisis" y "riesgo" son indicativos de una narrativa cargada de preocupación hacia 

problemas económicos y sociales, por ejemplo: "La crisis energética actual no es solo un 

problema técnico, es una muestra de la ineficiencia de nuestras políticas públicas.", aquí, 

la palabra "crisis" resalta una percepción negativa sobre la situación económica y 

energética del país, mientras "ineficiencia" refuerza el discurso crítico hacia la gestión 

gubernamental, este contexto discursivo se alinea con comentarios polarizados dirigidos a 

los medios que publican noticias sobre temas complejos o controvertidos. 

 

Las cuentas con altos niveles de polaridad negativa, como aquellas que interactúan con 

medios de comunicación que suelen cubrir noticias de crisis económica o desafíos 

sociales, tienden a concentrar audiencias críticas, por ejemplo, medios como El Espectador 

o Noticias Caracol frecuentemente publican reportajes analíticos que abordan problemas 

estructurales en Colombia, lo que genera una respuesta discursiva caracterizada por 

escepticismo e insatisfacción. Un caso paradigmático es el impacto de las publicaciones 

sobre los "hidrocarburos" y la "transformación energética", donde comentarios como: 

"Mientras hablan de transformación energética, seguimos dependiendo del petróleo. 

¿Dónde está el plan real?", evidencian una falta de confianza en las políticas públicas, es 

decir, la crítica explícita aquí genera una percepción predominantemente negativa que se 

refuerza a través de redes sociales, donde el anonimato y la posibilidad de respuesta 

inmediata potencian la intensidad del discurso. 
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Desde la perspectiva del DCE, los resultados sugieren que la polaridad negativa, aunque 

menos frecuente en términos relativos, está fuertemente asociada con temas de alta 

relevancia pública, como la crisis económica, el cambio climático o los avances 

tecnológicos. La naturaleza explícita de estas interacciones marca un DCE con mayor 

carga cognitiva, dado que las respuestas negativas suelen estar vinculadas a temas 

controversiales que invitan a la deliberación y el debate. Metodológicamente, la 

predominancia de polaridades negativas claras en ciertos temas evidencia cómo las 

palabras actúan como "nodos" discursivos que generan reacciones intensas y específicas, 

lo que plantea un desafío para los modelos de análisis de sentimiento, que deben 

considerar tanto el contexto del discurso como la combinación de palabras en estructuras 

complejas, por ejemplo, un comentario como: "La transformación energética parece más 

un discurso político que una solución real.”, combina una crítica estructural con términos 

neutros y negativos, lo que dificulta su categorización como exclusivamente negativo. Este 

análisis subraya la importancia de estudiar cómo las polaridades negativas influyen en el 

DCE de las audiencias digitales; los comentarios críticos hacia los medios reflejan no solo 

insatisfacción con el contenido difundido, sino también una oportunidad para que estos 

adapten sus estrategias comunicativas y logren una conexión más matizada con sus 

audiencias.  

 

Ahora, en contraste con lo anterior, el análisis de palabras de polaridad positiva (Figura 

3-11) revela una narrativa discursiva profundamente orientada hacia temas de 

transformación social, justicia y democracia, palabras como "popular", "elección", 

"presidente" y "jueces", dominan el espacio discursivo, evidenciando un énfasis en valores 

democráticos y en procesos políticos de relevancia pública; estas palabras son reflejo de 

un discurso optimista, cargado de expectativas sobre cambios positivos, pero también de 

una narrativa en la que los usuarios buscan resaltar logros y avances percibidos en el 

ámbito político-social. 

 

Figura 3-11: Palabras asociadas a sentimientos positivos. 
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Nombre de la fuente: Elaboración propia. 
 
Desde una perspectiva de análisis del discurso, la presencia de términos como 

"democracia" y "derechos", indica una conversación que resalta valores fundamentales de 

la sociedad contemporánea, como se evidencia en el tweet: “La elección de jueces 

populares representa un gran avance hacia una democracia más participativa. El cambio 

está en manos del pueblo.”; este tipo de comentario refleja una clara orientación hacia la 

celebración de procesos inclusivos y participativos, donde palabras como "gran" y "futuro" 

refuerzan la visión positiva, promoviendo un tono  favorable hacia los temas tratados. 

 

Los posts de los medios, en su mayoría, se centran en generar contenido informativo y, en 

ocasiones, celebratorio, como reportajes sobre avances en justicia social o logros en 

derechos humanos: “El sistema judicial celebra un nuevo hito: más jueces serán elegidos 

por voto popular”, en contraste, los comentarios de los seguidores suelen añadir una capa 

de polaridad al mensaje, donde seguidores tienden a expresar un optimismo moderado o 

incluso euforia, como se evidencia en frases como: “¡Por fin vemos un cambio real en la 

justicia! Esto marca el inicio de un futuro más justo para todos.” 

 

Por el lado de las cuentas asociadas a polaridad positiva, muestran una dinámica 

discursiva compleja que refleja tanto las limitaciones del modelo de análisis de 

sentimientos como las características propias de las interacciones en plataformas como X, 

aunque responden a publicaciones de medios con narrativas críticas, reinterpretan el 

contenido para proyectar mensajes de esperanza o apoyo hacia ciertas políticas o 

propuestas, esto se evidencia en verbatims como: “La elección de jueces por voto popular 

es un avance significativo para nuestra democracia.”, donde este tipo de respuesta pone 

de manifiesto cómo los usuarios resaltan elementos positivos dentro de narrativas que, en 

su origen, podrían ser críticas o escépticas, aclarando además, que estos titulares 
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usualmente son verbatims de personas entrevistadas sobre alguna situación particular, sin 

reflejar directamente un análisis o producción directa editorial. 

 

Sin embargo, también es crucial reconocer que el modelo de análisis de sentimiento podría 

interpretar ciertas palabras con carga semántica positiva —como “avance”, “futuro” o 

“participación”— sin considerar el contexto crítico que las rodea, generando clasificaciones 

positivas en comentarios que integran tonos mixtos. Además, es importante señalar que 

algunos medios como Revista Semana o Noticias RCN, aunque presentan un enfoque 

marcadamente crítico en sus publicaciones, generan respuestas positivas entre los 

usuarios que reinterpretan el contenido desde perspectivas personales, alineadas con sus 

propias aspiraciones y valores; por ejemplo, en un comentario como: “La reforma 

propuesta tiene sus problemas, pero es un paso necesario para garantizar los derechos 

de todos los colombianos”, se observa cómo el usuario mitiga el tono crítico de la 

publicación inicial para proyectar un mensaje de apoyo moderado. 

 

Desde la perspectiva metodológica del DCE, la polaridad positiva, debe estar tan 

claramente expresada en estos términos y contextos, para que se facilite la identificación 

de patrones de conversación de esta polaridad, por ejemplo, basados en contextos como 

esperanza, satisfacción y orgullo colectivo. Sin embargo, cabe destacar que esta claridad 

discursiva no siempre es uniforme, en ocasiones, los comentarios positivos se mezclan 

con tonos más neutros, introduciendo desafíos para el modelo de análisis de sentimiento. 

 

La Tabla 3-10 presenta los promedios de los sentimientos asociados con las variables 

comportamentales. Para los medios, comprender estas dinámicas es crucial, los datos 

sugieren que los contenidos que celebran avances políticos y sociales generan un tono 

positivo significativo, sin embargo, también revelan la importancia de equilibrar los 

mensajes con información crítica y constructiva, pues los usuarios valoran un enfoque 

informativo que no pierda de vista los desafíos pendientes.  

 

Tabla 3-10: Sentimientos asociados con variables comportamentales. 

 

Etiquetas de fila Promedio de viewCount Promedio de quoteCount Promedio de replyCount Promedio de retweetCount Promedio de likeCount 

Extremo negativo 4533,1 1,2 6,2 16,0 27,4 

Extremo positivo 2567,3 0,0 0,5 1,3 5,4 

Negativo 3773,5 0,6 4,2 2,3 7,2 

Neutro 4191,9 0,8 4,7 11,0 25,4 
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Etiquetas de fila Promedio de viewCount Promedio de quoteCount Promedio de replyCount Promedio de retweetCount Promedio de likeCount 

Neutro negativo 3338,2 0,3 3,7 10,0 20,1 

Neutro positivo 2560,2 0,2 1,6 9,1 17,5 

Positivo 9087,0 3,5 27,7 39,4 99,0 

Fuente: Elaboración propia. 

 

Los comentarios con sentimiento positivo muestran los promedios más altos de 

interacciones, con 9087 visualizaciones y 99 "me gusta" en promedio, reflejando un 

respaldo generalizado hacia temas que promueven cohesión social o logros 

institucionales, por ejemplo, un tweet típico es: “Gran avance en las políticas sociales. Este 

gobierno está marcando un antes y un después en la historia del país”, este tipo de 

contenido, a menudo impulsado por medios que presentan narrativas optimistas sobre 

figuras políticas o procesos democráticos, refuerza una polaridad que fomenta altos niveles 

comportamentales del DCE, especialmente en términos de "retuits" y "me gusta". El 

análisis del discurso sugiere que estos comentarios, aunque responden a contenido 

institucional, logran resonar más allá de la intención original del medio, mostrando cómo 

los seguidores amplifican mensajes positivos en sus propias redes.  

 

Un fenómeno similar sucede con los comentarios extremadamente negativos, los cuales 

presentan promedios relativamente altos en visualizaciones (4533,1) y "me gusta" (27,4), 

lo que se vincula con la cobertura de temas controversiales o críticas hacia decisiones 

gubernamentales, donde los medios actúan como catalizadores de debates polarizantes, 

un ejemplo es: “Este gobierno solo promete cambios, pero seguimos viendo corrupción y 

desigualdad. ¡Es indignante!”, aquí, las emociones negativas intensas generan un 

compromiso diferente, donde los usuarios interactúan para expresar desacuerdo o 

frustración, reflejando la capacidad de ciertos contenidos para polarizar y movilizar 

audiencias críticas. 

 

Por otro lado, los comentarios neutros, aunque menos cargados de polaridad, logran 

mantener un factor comportamental moderado, con 4191,9 visualizaciones y 25,4 "me 

gusta" en promedio, aquí evidenciamos este tipo de respuesta se asocia a publicaciones 

informativas que promueven un compromiso cognitivo, en lugar de emocional. Un tweet 

como: “La reforma educativa incluye cambios importantes en el acceso a recursos, pero 

aún faltan detalles”, ilustra cómo los usuarios procesan y responden a contenidos analíticos 

sin expresar polaridades extremas, en este caso, los medios funcionan como facilitadores 

de conocimiento, reforzando la percepción de imparcialidad y objetividad. 
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Desde un enfoque metodológico, estas dinámicas subrayan las limitaciones de los 

modelos de análisis de sentimientos para capturar la complejidad discursiva de los 

comentarios en redes sociales, donde los altos promedios de interacciones en categorías 

extremas o mixtas destacan cómo la polaridad no siempre es un reflejo directo del 

contenido del medio, sino de la reinterpretación que los usuarios hacen de este. Este 

hallazgo impacta directamente los objetivos de la tesis relacionados con esta tesis, ya que 

indica que el DCE no puede ser medido únicamente por métricas de sentimientos, y es 

necesario incluir enfoques que integren análisis contextuales y discursivos más profundos. 

Esto implica que los medios podrían beneficiarse de un enfoque más constructivo en su 

cobertura, maximizando el DCE sin polarizar a las audiencias, además, explorar cómo las 

publicaciones críticas pueden ser resignificadas por las audiencias ofrece un camino para 

integrar interacciones colaborativas en las estrategias de difusión. El análisis de estos 

elementos polarizantes pueden beneficiarse con una medida más profunda de las 

emociones que evocan los posts, aspecto que se analiza a continuación. 

 

Análisis de emociones 

La transición desde el análisis de la polaridad de los sentimientos hacia el estudio de las 

emociones permite profundizar en las dinámicas más intrínsecas de la interacción usuario-

marca, si bien la polaridad ofrece una visión general del tono comunicacional, el análisis 

de las emociones proporciona una categorización más específica y cualitativa de las 

reacciones de los usuarios. Las emociones, como alegría, tristeza o miedo, desempeñan 

un papel crucial en la formación de vínculos significativos con las marcas, actuando como 

catalizadores en el DCE (Brodie et al., 2013), lo que resulta especialmente relevante en el 

contexto de esta investigación, ya que permite capturar matices complejos de la relación 

emocional entre los consumidores y las marcas, abordando directamente el objetivo de 

evaluar la influencia del factor emocional en el DCE. La identificación y clasificación de 

emociones no solo amplían el alcance metodológico, sino que también ofrecen información 

clave para diseñar estrategias más efectivas en el entorno digital. 

 

Para el análisis de emociones, se emplearon métodos basados en lexicones configurados 

con el diccionario EmoLex en español, diseñado específicamente para identificar 

emociones básicas como alegría, tristeza, ira, miedo, sorpresa y asco a través de palabras 

concretas, lo que permitió analizar textos cortos, característicos de redes sociales, 
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mediante la asociación de palabras clave predefinidas a categorías emocionales. Con los 

datos tokenizados y lematizados, la coincidencia entre las palabras del texto y el léxico 

base se logró a través de algoritmos de similitud, implementados mediante la librería difflib, 

que aseguraron una correspondencia robusta entre términos textuales y el diccionario 

emocional (Mohandas et al., 2012). 

 

El proceso técnico incluyó la creación de un diccionario personalizado que, mediante 

coincidencias de palabras y sus derivaciones, asignaba emociones a los comentarios 

según su frecuencia relativa, además, se complementó el análisis con técnicas de 

frecuencia de términos emocionales, facilitando la identificación de patrones recurrentes 

en el corpus de 5,000 tweets; una vez ajustadas las etiquetas emocionales en este 

conjunto de datos inicial, el modelo fue aplicado al total de 103,932 comentarios. Para 

fortalecer la integración metodológica, se generaron variables dummy que identificaban la 

presencia de cada emoción, posibilitando su incorporación en el modelo PLS-SEM 

empleado para analizar el DCE. 

 

El modelo TextBlob, aplicado al análisis de emociones como ira, tristeza, alegría y miedo, 

muestra un desempeño adecuado, aunque con ciertas limitaciones en la detección de 

matices complejos. Con una precisión general de 0.78, TextBlob logra clasificar 

correctamente el 78% de los comentarios en estas categorías emocionales, valor que es 

apropiado para tareas de análisis emocional básico, aunque su enfoque lexicográfico limita 

su capacidad para captar variaciones emocionales más sutiles (Tabla 3-11). 

 

Tabla 3-11: Métricas de desempeño TextBlob para emociones. 

 

Métrica Valor 

Precisión 0.78 

Precisión positiva 0.75 

Recall 0.73 

F1 Score 0.74 

Área bajo la curva (AUC) 0.80 

Fuente: Elaboración propia. 

 

La precisión positiva de 0.75 refleja una capacidad robusta del modelo para identificar 

correctamente emociones positivas como alegría, sin embargo, el recall de 0.73 indica una 

moderada capacidad para identificar todas las emociones relevantes en el corpus, lo cual 

es consistente con las limitaciones de TextBlob debido a su dependencia de diccionarios. 
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La puntuación F1 de 0.74, combinando precisión y recall, sugiere un rendimiento 

equilibrado, aunque moderado, en la clasificación de emociones. 

 

Finalmente, el AUC de 0.80 respalda la capacidad del modelo para discriminar entre 

diferentes emociones, lo cual es esencial para captar la complejidad del análisis emocional, 

no obstante, la dependencia de palabras clave y la falta de contexto bidireccional hacen 

que TextBlob sea menos efectivo en comparación con modelos avanzados como BETO 

para capturar la riqueza emocional en un entorno multilingüe como el español. 

 

Con el fin de obtener un análisis muy preciso, emplearon tanto el modelo TextBlob (basado 

en Naïve Bayes) como el modelo BETO, que, como vimos en el capítulo anterior, es un 

modelo de lenguaje seleccionado debido a su capacidad para detectar emociones con alta 

precisión en el contexto lingüístico y cultural de los datos, el cual fue más eficaz en la 

clasificación de emociones más complejas, como emociones específicas, superando a 

TextBlob en esta tarea. BETO se implementó a través de la biblioteca transformers de 

Hugging Face, usando el pipeline de clasificación de emociones, y se aplicó a un conjunto 

de 5000 tweets etiquetados, luego se expandió a un conjunto de datos de 103,392 textos, 

tal como el modelo Textblob. 

 

La optimización de BETO también incluyó el ajuste de hiper parámetros específicos para 

mejorar el rendimiento en la clasificación de emociones, este ajuste se realizó mediante 

técnicas de validación cruzada y calibración en subconjuntos del corpus, buscando 

maximizar métricas de desempeño como la precisión y el recall en la detección de 

emociones; al final del proceso, BETO mostró un desempeño superior en la identificación 

y clasificación de emociones, en especial en los matices emocionales negativos y positivos 

extremos. Los resultados de este análisis permitieron una comprensión detallada de cómo 

las emociones se distribuyen en los comentarios, proporcionando efectividad de los 

modelos en captar la complejidad emocional dentro del contexto de los medios de 

comunicación. Las predicciones de emociones fueron clasificadas y mapeadas a etiquetas 

específicas de emociones básicas como "alegría", "tristeza", "enojo", "miedo", "sorpresa", 

y "calma". Las métricas de rendimiento, como precisión, exhaustividad y puntuación F1, 

fueron calculadas y revisadas durante la validación del modelo, revelando un desempeño 

óptimo en la clasificación precisa de emociones (Tabla 3-12). 
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Tabla 3-12: Métricas del modelo BETO para emociones. 

 

Métrica Valor 

Precisión 0.9968 

Recall 0.9968 

F1 Score 0.9955 

Exactitud (accuracy) 0.9968 

Pérdida en validación 0.0209 

Fuente: Elaboración propia. 

 

El modelo BETO, entrenado y evaluado específicamente para clasificar emociones en 

español, alcanzó una precisión de 0.9968 y un recall similar, lo cual sugiere una alta 

capacidad del modelo para identificar correctamente las emociones en los comentarios 

analizados, el F1 Score de 0.9955 refuerza este desempeño equilibrado entre precisión y 

exhaustividad, destacando que el modelo no solo es capaz de detectar correctamente 

emociones específicas sino que también minimiza los falsos negativos, la baja pérdida de 

validación (0.0209) indica que el modelo generaliza bien a nuevos datos, una ventaja 

significativa para tareas complejas de análisis de emociones, especialmente en dominios 

de redes sociales y con textos en español. 

 

Como resultado final del análisis de emociones utilizando el modelo BETO, se lograron 

detectar seis categorías emocionales principales: amor, calma, enojo, miedo, tristeza, y 

una categoría general de neutro que representa la ausencia de emociones intensas o la 

neutralidad en el contenido de los comentarios. Este modelo permitió clasificar de manera 

precisa y contextual las emociones expresadas por los usuarios en las redes sociales, en 

conjunto, esta clasificación de emociones a través de BETO proporciona una visión 

completa y matizada del DCE, permitiendo explorar cómo las distintas emociones se 

distribuyen y relacionan con el contenido mediático. La capacidad de BETO para discernir 

entre estas emociones ofrece una herramienta robusta para evaluar la interacción 

emocional en las redes sociales, alineándose con los objetivos de esta investigación al 

ofrecer un modelo altamente efectivo para el análisis cualitativo de la respuesta emocional 

en textos en español. 

 

La Tabla 3-13 presenta la distribución de emociones en los comentarios analizados, 

destacando la predominancia de la categoría neutro, que representa el 66.03% del total 

(68,617 comentarios), lo que indica que la mayoría de las interacciones relacionadas con 

contenidos mediáticos en redes sociales tienen un carácter predominantemente 
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informativo o racional, con una carga emocional mínima, por ejemplo, tweets como “El 

presidente anunció nuevos proyectos, pero sin detallar cuándo se implementarán” reflejan 

un tono descriptivo y analítico, característico de la neutralidad, donde la falta de carga 

emocional se asocia a la exposición de hechos y declaraciones oficiales de publicaciones 

de los medios de comunicación. Estos resultados refuerzan la idea de que, en este 

contexto, el DCE está más orientado hacia el comportamiento que hacia la expresión de 

respuestas emocionales intensas, alineándose con lo señalado por Brodie (2013) sobre la 

naturaleza diferenciada del DCE en interacciones digitales. 

 

Tabla 3-13: Distribución de emociones. 

 

Emoción Porcentaje Frecuencia 

Amor 10,04% 10429 

Calma 5,10% 5304 

Enojo 0,60% 628 

Miedo 4,00% 4160 

Neutro 66,03% 68617 

Tristeza 14,23% 14783 

Total general 100,00% 103921 

Fuente: elaboración propia. 

 

En cuanto a las emociones específicas, la tristeza (14.23%) y el amor (10.04%) emergen 

como las más frecuentes, lo que sugiere una conexión afectiva significativa entre los 

usuarios y ciertos temas o figuras públicas, un ejemplo de tristeza es el comentario: “La 

situación en La Guajira es insostenible, niños siguen muriendo de hambre mientras el 

gobierno no actúa”, donde términos como "insostenible" y "muriendo de hambre" 

evidencian una carga emocional intensa, apelando a la empatía y la preocupación social, 

esta emoción puede ser una herramienta para generar awareness en temáticas sociales 

críticas. Por otro lado, el amor se manifiesta en tweets como “Gracias al equipo médico por 

salvar tantas vidas, un verdadero ejemplo para nuestro país”, que resalta admiración y 

gratitud, especialmente hacia sectores o figuras que generan confianza y esperanza en el 

público, este tipo de emoción refuerza la idea de que el análisis del DCE puede utilizarse 

para construir conexiones positivas y duraderas con las audiencias. 

 

Por el contrario, emociones como la calma (5.10%) y el miedo (4.00%) presentan una 

incidencia moderada; en el caso de la calma, comentarios como “Estamos avanzando poco 

a poco, pero con pasos firmes en el proyecto educativo” muestran una percepción de 
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aceptación o confianza hacia ciertas iniciativas, donde las palabras “avanzando” y “pasos 

firmes” refuerzan un discurso tranquilo y optimista. El miedo, aunque menos frecuente, 

emerge en mensajes como “Las nuevas políticas económicas podrían dejarnos sin empleo, 

esto es preocupante”, donde la incertidumbre y la ansiedad sobre el futuro generan un eco 

emocional que influye en las discusiones y el DCE. 

 

Finalmente, el enojo, con solo el 0.60% de los comentarios, evidencia que las reacciones 

confrontativas son menos comunes en este tipo de interacción, un ejemplo de esta 

categoría es: “Es inaceptable que sigamos financiando proyectos fallidos mientras la gente 

sufre”, donde palabras como “inaceptable” y “sufre” reflejan indignación, aunque este tipo 

de discurso sea minoritario en comparación con las emociones predominantes. 

 

Estos resultados no solo confirman la utilidad del análisis emocional para comprender el 

DCE, sino que también ofrecen implicaciones estratégicas para las marcas analizadas: la 

prevalencia de emociones como tristeza y amor señala la oportunidad de diseñar 

contenidos que resuenen emocionalmente con los usuarios, generando mayor efecto del 

factor emocional; por ejemplo, campañas de responsabilidad social o reconocimientos 

públicos podrían reforzar estos lazos afectivos, por otro lado, la alta proporción de 

neutralidad destaca la importancia de desarrollar estrategias que logren activar respuestas 

emocionales más profundas, optimizando la conexión entre el contenido y las audiencias 

en un entorno digital. A nivel metodológico, es importante considerar que las emociones 

intensas suelen estar más relacionadas con temáticas sensibles o personales, mientras 

que la neutralidad está más asociada a interacciones con información general o analítica 

de publicaciones de los medios, como lo demuestra el patrón observado en los tweets 

presentados.  

 

La Tabla 3-14 detalla la distribución de emociones específicas en las cuentas analizadas, 

destacando cómo cada emoción refleja una dimensión única de la interacción usuario-

marca en el contexto digital. En todos los casos, la ausencia de emoción prevalece de 

manera notable, lo que sugiere un predominio de publicaciones informativas o neutras en 

su escritura. Dentro de las emociones específicas, el "amor" sobresale en cuentas como 

CaracolTV (26.75%) y LAFMOficial (19.32%), lo que indica que sus contenidos mantienen 

tonos que evocan emociones de agrado, posiblemente debido a estrategias narrativas 

diseñadas para generar cercanía, por ejemplo, en un comentario relacionado con una 
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publicación de CaracolTV se puede leer: "El talento de nuestros artistas es increíble. 

Gracias por destacar lo mejor de nuestra cultura. ¡Qué orgullo!", este tipo de discurso no 

solo refuerza una narrativa optimista y culturalmente positiva, sino que también resalta 

cómo el contenido alineado con valores identitarios logra generar vínculo emocional 

favorable, donde la selección de palabras como "talento", "increíble" y "orgullo" evidencia 

una conexión afectiva que impulsa interacciones positivas entre los usuarios. 

 

Tabla 3-14: Emoción por cuenta. 

 

Cuenta Amor Calma Enojo Miedo Neutro Tristeza Amor 

BluRadioCo 5,15% 6,84% 0,36% 3,98% 68,43% 15,23% 5,15% 

CanalRCN 15,72% 0,21% 0,55% 1,41% 77,38% 4,72% 15,72% 

CaracolRadio 5,46% 2,50% 0,36% 3,39% 79,63% 8,66% 5,46% 

CaracolTV 26,75% 0,80% 0,21% 1,51% 61,35% 9,37% 26,75% 

Elcolombiano 12,77% 5,99% 0,30% 6,04% 52,62% 22,28% 12,77% 

Elespectador 7,88% 3,32% 1,19% 4,82% 72,29% 10,49% 7,88% 

Elheraldoco 3,69% 2,89% 0,81% 1,48% 82,08% 9,04% 3,69% 

Impulsodigital 0,00% 0,00% 0,00% 0,00% 100,00% 0,00% 0,00% 

JuanAlvaroC 8,05% 0,00% 0,00% 0,00% 91,95% 0,00% 8,05% 

kienyke 14,20% 4,61% 1,19% 8,48% 54,23% 17,29% 14,20% 

LAFMOficial 19,32% 0,00% 0,00% 0,00% 80,68% 0,00% 19,32% 

NoticiasCaracol 8,33% 6,86% 0,72% 5,80% 61,01% 17,28% 8,33% 

NoticiasRCN 10,57% 10,69% 1,14% 3,91% 52,77% 20,91% 10,57% 

rcnradio 5,22% 12,21% 0,28% 3,22% 54,04% 25,03% 5,22% 

RevistaSemana 5,62% 4,49% 0,18% 4,53% 74,38% 10,81% 5,62% 

Fuente: Elaboración propia. 

 

La "calma", por su parte, destaca en rcnradio (12.21%) y NoticiasRCN (10.69%), reflejando 

un enfoque más equilibrado en el que la neutralidad se combina con mensajes de 

tranquilidad o soluciones, un ejemplo es: "Aunque hay retos en la economía, el mensaje 

de hoy en el congreso nos da esperanzas para un futuro mejor”, este tipo de comentario 

mantiene un tono sosegado y reflexivo, utilizando términos como "esperanza" y "futuro 

mejor", que suavizan el impacto de desafíos complejos, permitiendo un consumo 

informativo menos polarizado. En contraste, "miedo" y "tristeza" alcanzan niveles más altos 

en cuentas como El Colombiano (6.04% en miedo) y rcnradio (25.03% en tristeza), 

vinculándose con temáticas complejas o conmovedoras, un ejemplo de tristeza es: "Es 

desolador escuchar sobre la crisis humanitaria en La Guajira. Los más vulnerables siguen 

siendo olvidados.", aquí, palabras como "desolador", "crisis" y "olvidados" configuran una 

narrativa que evoca empatía y preocupación, lo que subraya cómo los medios utilizan 

eventos sensibles para movilizar emociones reflexivas. Este tipo de factor emocional puede 
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ser estratégico para captar audiencias, pero también expone a los usuarios a narrativas 

que pueden profundizar su preocupación o tristeza. 

 

Por otro lado, el "enojo" es la emoción menos frecuente en todas las cuentas, con 

porcentajes mínimos, lo que sugiere una menor inclinación hacia contenidos confrontativos 

o polarizadores en las publicaciones oficiales, sin embargo, en comentarios de usuarios se 

pueden observar ejemplos de frustración como: "¡Otra promesa vacía! Los políticos 

siempre hablan, pero nunca cumplen con la gente.", este tipo de mensaje utiliza términos 

categóricos como "vacía" y "nunca cumplen", reflejando cómo las interacciones negativas 

suelen surgir más desde los seguidores que desde los medios. 

 

Este análisis subraya la importancia de considerar el contexto narrativo en el que se 

generan las emociones, donde las cuentas oficiales tienden a emitir mensajes informativos 

o positivos, mientras que las emociones negativas son más comunes en los comentarios 

de los usuarios, evidenciando una brecha discursiva que puede influir en el DCE, lo que 

plantea retos para el análisis, ya que los modelos deben capturar estas diferencias y 

contextualizar cómo los discursos se distribuyen entre emisores y receptores. Además, las 

emociones como tristeza y amor, al ser más frecuentes, ofrecen una oportunidad 

estratégica para los medios, diseñar contenidos que resuenen emocionalmente con los 

usuarios puede fortalecer la conexión marca-audiencia y ampliar el alcance de las 

interacciones, sin embargo, la predominancia de comentarios neutros destaca la 

necesidad de explorar estrategias que activen respuestas emocionales más profundas, 

permitiendo un DCE que trascienda el consumo pasivo de información. 

 

La Tabla 3-15 revela que, al igual que en el análisis previo, la neutralidad sigue siendo la 

emoción predominante en los comentarios de los seguidores (56.10%), aunque su 

proporción es menor en comparación con la observada en las publicaciones de los medios, 

resultado que sugiere que los usuarios, al interactuar con las publicaciones, tienden a 

expresar un rango emocional más amplio que el propio contenido difundido por las cuentas. 

CaracolTV (82.50%) y LAFMOficial (66.67%) presentan los niveles más elevados de 

ausencia de emoción, lo que podría indicar que sus seguidores, los validados (no bots, no 

cuentas falsas), adoptan un enfoque informativo en sus respuestas, alineándose con el 

carácter predominantemente noticioso de estos medios. 
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Tabla 3-15: Emoción por cuenta segmentada sólo a comentarios de usuarios. 

 

Comentarios Amor Calma Enojo Miedo Neutro Tristeza 

Total 12,11% 6,39% 0,25% 4,67% 56,10% 20,48% 

BluRadioCo 19,47% 4,40% 0,00% 8,34% 50,87% 16,92% 

CaracolRadio 9,52% 0,00% 1,43% 6,67% 72,86% 9,52% 

CaracolTV 17,50% 0,00% 0,00% 0,00% 82,50% 0,00% 

elcolombiano 0,00% 15,79% 15,79% 0,00% 52,63% 15,79% 

elespectador 3,19% 6,38% 0,00% 0,00% 60,64% 29,79% 

elheraldoco 3,59% 4,78% 0,00% 0,00% 64,54% 27,09% 

impulsodigital 0,00% 0,00% 0,00% 0,00% 100,00% 0,00% 

Kienyke 21,90% 0,00% 0,00% 9,52% 37,14% 31,43% 

LAFMOficial 33,33% 0,00% 0,00% 0,00% 66,67% 0,00% 

NoticiasCaracol 4,20% 11,89% 0,00% 3,50% 52,45% 27,97% 

NoticiasRCN 3,98% 15,54% 0,00% 0,00% 62,15% 18,33% 

Rcnradio 8,36% 11,04% 0,00% 2,99% 46,87% 30,75% 

Fuente: Elaboración propia. 

 

Tras examinar la distribución de emociones en los contenidos publicados por los medios 

de comunicación, resulta esencial segmentar el análisis para comprender las respuestas 

emocionales expresadas exclusivamente por los seguidores en sus comentarios, distinción 

fundamental, dado que permite identificar diferencias en la carga emocional entre el 

contenido generado por los medios y las reacciones de su audiencia, proporcionando una 

perspectiva más precisa sobre la interacción emocional en entornos digitales.  

 

En contraste, ciertas cuentas muestran una activación emocional más pronunciada en sus 

interacciones con los seguidores, por ejemplo, kienyke (21.90%) y LAFMOficial (33.33%) 

destacan con una mayor presencia de la emoción "amor", lo que sugiere que su audiencia 

genera vínculos emocionales más marcados con sus contenidos. De manera similar, la 

tristeza es una emoción dominante en ciertos medios, alcanzando un 30.75% en rcnradio 

y un 17.29% en kienyke, lo que podría estar relacionado con la cobertura de noticias de 

alto impacto emocional, como crisis humanitarias o sucesos trágicos, que históricamente 

han generado respuestas de empatía y solidaridad en los usuarios (Dessart et al., 2015). 

Ejemplos de tweet representativos: "Qué orgullo ver que Colombia está liderando 

proyectos que realmente pueden cambiar vidas. Sigamos adelante.", "Las imágenes de las 

inundaciones en La Guajira son desgarradoras. Es urgente que las autoridades actúen ya". 

 

Por otro lado, la emoción "miedo" tiene una presencia notable en cuentas como kienyke 

(9.52%) y BluRadioCo (8.34%), lo que refleja que ciertos temas, particularmente aquellos 

relacionados con inseguridad o crisis sociopolíticas, pueden generar estados de ansiedad 
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en la audiencia. En cuanto al "enojo", su representación es baja en la mayoría de los 

medios, con excepción de El Colombiano (15.79%) y NoticiasRCN (15.54%), lo que sugiere 

que, aunque minoritaria, esta emoción está presente en las interacciones con contenido 

que polariza o genera descontento entre los usuarios. Ejemplos claros como: "¿Qué tan 

grave puede ser esta crisis energética? Nos estamos quedando sin opciones claras.", "Otro 

escándalo político más y me largo para la p#%%.", evidencian estas características. 

 

Estos hallazgos resaltan la importancia de diferenciar entre la carga emocional del 

contenido publicado por los medios y la expresada por sus seguidores: mientras que los 

publicaciones de los medios tienden a mantener un tono predominantemente neutral, los 

comentarios de los usuarios reflejan una mayor variedad emocional, lo que indica que la 

audiencia no solo consume pasivamente el contenido, sino que también lo interpreta y 

reacciona en función de su carga afectiva, algo que se relaciona con lo señalado por (Van 

Doorn et al., 2010), quienes enfatizan que la interacción digital no se limita a la absorción 

de información, sino que implica una construcción de significado mediada por las 

emociones. Estos resultados sugieren que las estrategias comunicativas de los medios 

deben considerar la naturaleza emocional de la respuesta de los seguidores para optimizar 

su DCE, por ejemplo, la presencia de emociones placenteras, como amor y calma, en 

ciertos medios indica la existencia de una relación cercana con su audiencia, lo que puede 

aprovecharse para fortalecer la fidelización y la identidad de marca. Por otro lado, la 

aparición de emociones como miedo o tristeza en algunos casos sugiere la necesidad de 

abordar narrativas que equilibren la carga emocional del contenido, ya que, independiente 

de la emoción planteada, existe un impacto en el comportamiento (Lazarus, 1991). Estos 

patrones emocionales también destacan la relevancia de adaptar los enfoques editoriales 

en función del tipo de audiencia y de la respuesta afectiva esperada, un aspecto clave en 

la optimización de estrategias de comunicación digital, como lo han señalado Hollebeek et 

al. (2014). 

 

El análisis de la nube de palabras revela una predominancia de términos asociados con 

discursos neutrales, centrados en temáticas informativas y descriptivas propias del 

contenido difundido por medios de comunicación en redes sociales, palabras como 

"Colombia," "gobierno," "Congreso," "reforma" y "Cámara" destacan no solo por su alta 

frecuencia, sino también por el contexto en el que emergen, el cual responde a un enfoque 

en la transmisión de información objetiva y racional, característica que delimita la 
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interacción del usuario hacia un DCE con un factor más cognitivo que emocional (Figura 

3-12). En este caso, los medios tienden a priorizar mensajes informativos, por ejemplo, 

tweets como: "El gobierno anuncia nuevos proyectos para el próximo semestre," "La 

Cámara de Representantes aprueba reformas clave", ejemplifican esta tendencia al 

destacar datos neutros que invitan al análisis reflexivo, más que a la reacción emocional.  

 

Figura 3-12: Palabras asociadas a emociones neutras. 

 

Nombre de la fuente: Elaboración propia. 
 
Al analizar estos mensajes, emergen patrones interesantes que van más allá de la 

neutralidad aparente, aunque los términos utilizados carecen de una carga emocional 

explícita, reflejan estrategias discursivas sofisticadas. Como señalan Greco & Polli (2020), 

los medios emplean este tipo de comunicación para construir credibilidad y autoridad, lo 

cual se traduce en un DCE basado en la confianza en la fuente, asimismo, la repetición de 

términos como "Congreso," "reforma" y "gobierno" sugiere una intencionalidad clara en 

posicionar estos temas como prioritarios dentro de la agenda digital, un aspecto que 

refuerza la capacidad de los medios para influir en la percepción pública, incluso mediante 

un tono neutro.  

 

La comparación entre estos dos enfoques —neutralidad e intensidad emocional— 

profundiza en cómo las emociones moldean las interacciones usuario-marca en entornos 

digitales, en este sentido, los hallazgos destacan la importancia de considerar tanto el 

contenido explícito como los matices subyacentes, lo que enriquece la comprensión 

integral del DCE en el marco de los objetivos de esta investigación, en este sentido, 

continuando con un siguiente análisis matizado con emociones específicas.  

 

En continuidad con el análisis previo centrado en emociones neutras, donde predominan 

mensajes informativos o funcionales, este análisis se asocia con emociones de amor y 
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calma. El análisis de las palabras destacadas en la nube (Figura 3-13) asociada a estas 

emociones, evidencia un discurso que articula tres grandes categorías: afiliativa, 

aspiracional y calma. 

 

Figura 3-13: Palabras asociadas a emociones de amor y calma. 

 

Nombre de la fuente: Elaboración propia. 
 
La categoría afiliativa en el discurso es particularmente evidente en palabras como 

“familia,” “amistad,” “hogar” y “juntos”, estas expresiones no solo construyen un vínculo 

emocional con los receptores, sino que también posicionan al emisor como un facilitador 

de valores compartidos. Desde la perspectiva de Stieglitz & Dang-Xuan (2013), la carga 

emocional positiva asociada a estas palabras aumenta la viralidad del contenido, 

promoviendo interacciones afectivas como retuits y me gusta, fenómeno que puede 

observarse en tweets como: "Nada es más fuerte que el amor de una madre. Cuidemos 

de los nuestros, siempre.     ", este tipo de mensajes no solo generan resonancia 

emocional, sino que también amplifican su impacto en las métricas de engagement, 

reforzando el sentido de solidaridad en la audiencia. 

 

El discurso aspiracional destaca términos como “mejor,” “grande,” “esperanza” y “futuro,” 

los cuales proyectan una narrativa de progreso continuo, por ejemplo, en el análisis 

semántico, estas palabras funcionan como marcadores de un ideal colectivo que 

trasciende las experiencias individuales. Ejemplos como: "Construyamos un futuro mejor 

para todos, con esperanza y trabajo en equipo. #ColombiaEsGrande", el uso del 

pronombre inclusivo “todos” enfatiza la universalidad del mensaje, mientras que palabras 

como “futuro” y “esperanza” consolidan el optimismo inherente a la narrativa. 

 

Finalmente, el discurso de calma se articula a través de términos como “tranquilidad,” 

“confianza” y “paz”, palabras que operan como estabilizadores emocionales en contextos 
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de alta incertidumbre, posicionando al emisor como una fuente de seguridad, un ejemplo 

es: "La tranquilidad de saber que estamos juntos hace todo más fácil. #Confianza", este 

no solo refuerza un sentido de calma, sino que también mitiga posibles tensiones 

emocionales en la audiencia. 

 

En general, los términos más prominentes como “familia,” “vida,” “amor,” “juntos” y “mejor” 

reflejan un lenguaje connotativo que apela a valores universales de unión y bienestar, por 

ejemplo: "En familia construimos un futuro mejor para Colombia. Juntos, todo es posible. 

#UnidosPorLaVida" ilustra cómo los emisores apelan a construcciones discursivas que 

combinan elementos de pertenencia comunitaria con aspiraciones individuales.   

 

Continuando con el análisis de emociones, la Figura 3-14 representa el conjunto de 

palabras asociadas a tristeza revela una estructura semántica cargada de significados 

relacionados con crisis, pérdidas y preocupación social; a diferencia del análisis de 

emociones neutras o de amor y calma, donde predominaban términos aspiracionales y de 

cohesión, aquí se evidencia un marco discursivo dominado por eventos de impacto 

negativo y una fuerte carga afectiva de aflicción y desconsuelo. 

 

Figura 3-14: Palabras asociadas a emociones de tristeza. 

 

Nombre de la fuente: Elaboración propia. 
 
La presencia de términos como "muerte", "soledad", "sufrimiento", y "ausencia" sugiere 

que el discurso de tristeza en redes sociales se articula en torno a experiencias de pérdida 

y vulnerabilidad, Un análisis detallado de la nube de palabras y la base de datos de tweets 

permite identificar tres grandes categorías discursivas de la tristeza: 

 

▪ Crisis y Pérdida: Palabras como "muerte", "derrota", "desolación", y "angustia" están 

altamente correlacionadas con eventos trágicos que afectan tanto a individuos como a 
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la sociedad en su conjunto, estos términos son recurrentes en contextos donde se 

informa sobre accidentes, violencia o situaciones de desesperanza, lo que sugiere que 

el contenido que evoca tristeza a menudo está vinculado con hechos de gran impacto 

emocional, como: "La tragedia en la vía dejó varias personas sin vida. Otra muerte que 

se pudo evitar. #InseguridadVial", en este caso, la combinación de términos como 

"tragedia", "muerte", y "evitar" refuerza una sensación de impotencia y dolor ante una 

crisis percibida como prevenible. 

 

▪ Política y Social: términos como "presidente", "autoridades", "conflicto", y "seguridad" 

destacan el uso de la tristeza como una herramienta discursiva en debates sobre la 

gestión política y la seguridad pública. En tweets como: "Las promesas incumplidas del 

gobierno solo traen más sufrimiento. La gente sigue muriendo esperando soluciones.", 

el uso de "promesas incumplidas", "sufrimiento", y "muriendo" articula un discurso de 

decepción profunda, en el que la tristeza funciona como un catalizador del descontento 

político. 

 

▪ Impacto Colectivo: La recurrencia de términos como "Nacional", "Colombia", "pueblo", 

y "sociedad" sugiere que la tristeza en el discurso digital no solo se limita a experiencias 

individuales, sino que también se proyecta hacia el colectivo, tweets como: "Nos duele 

como sociedad ver tanta injusticia. No podemos seguir ignorando el sufrimiento del 

pueblo." reflejan una tristeza compartida que trasciende la individualidad y se convierte 

en una causa social, estableciendo un vínculo entre la emoción y la movilización social.  

 

Desde el punto de vista del DCE, los contenidos asociados a tristeza pueden 

desencadenar altos niveles de interacción y viralidad, especialmente cuando la emoción 

se vincula a temas de relevancia política o social. De acuerdo con Berger & Milkman, 

(2012) aunque las emociones negativas no siempre generan respuestas inmediatas como 

el enojo, pueden ser igual de efectivas en la difusión de mensajes debido a su capacidad 

para despertar empatía y generar debate.  

 

El análisis del enojo (Figura 3-15) en redes sociales revela una carga discursiva altamente 

reactiva, en la que los términos predominantes reflejan frustración, indignación y denuncia 

ante situaciones percibidas como injustas o problemáticas. A diferencia de la tristeza, que 

tiende a centrarse en la pérdida y el sufrimiento, el enojo está vinculado a una percepción 
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de responsabilidad, culpabilidad y exigencia de acción, fenómeno es estudiado en la 

literatura sobre emociones y DCE, donde se ha demostrado que el enojo genera mayor 

viralidad y amplificación discursiva que otras emociones negativas (Berger & Milkman, 

2012). 

 

Figura 3-15: Palabras asociadas a emociones de enojo y miedo. 

 

Nombre de la fuente: Elaboración propia. 
 
El análisis de la  

Figura 3-15, permite identificar tres dimensiones clave en el discurso del enojo: 

 

▪ Indignación y Protesta: términos como “críticas”, “denuncias”, “afectados”, y “embargo” 

sugieren un lenguaje de confrontación dirigido hacia actores específicos, la indignación 

en redes sociales frecuentemente emerge en torno a fallos institucionales o crisis que 

afectan a la población. Este tipo de discurso es particularmente visible en el contexto 

político y de gestión de crisis: "Mientras el gobierno habla de progreso, miles de familias 

siguen afectadas por el embargo de sus tierras. ¡Indignante!" en este caso, términos 

como "gobierno", "progreso", "afectadas", y "embargo" estructuran un mensaje que 

busca resaltar una contradicción, generando un llamado a la indignación y a la acción 

colectiva. 

 

▪ Crisis y Emergencia: palabras como “departamentos”, “municipios”, “lluvias”, y 

“muertos” revelan que el enojo en redes sociales también surge como reacción a 

gestión ineficiente de emergencias climáticas o desastres naturales, como en: "Los 

municipios más afectados siguen sin recibir ayuda tras las lluvias. ¿Dónde están las 

autoridades?", donde el uso de "afectados", "sin recibir ayuda", y "autoridades" refuerza 

un sentimiento de abandono que activa la indignación colectiva. 
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▪ Seguridad y Justicia:  el enojo no solo se activa en temas políticos o climáticos, sino 

también en contextos de violencia e inseguridad, donde a presencia de términos como 

“lesiones”, “muertos”, “violencia”, y “ataques” sugiere que la audiencia digital reacciona 

con indignación ante incidentes que atentan contra la seguridad y el bienestar social: 

"Otra noche de violencia en la ciudad. Más muertos, más lesiones, y cero respuestas 

del gobierno. Basta ya.", en este caso, el discurso de enojo se estructura con términos 

que refuerzan la sensación de descontrol y falta de respuesta institucional, lo que 

aumenta la resonancia emocional del mensaje. 

 

El análisis de las interacciones promedio en la Tabla 3-16 confirma el patrón encontrado 

anteriormente entre emociones y respuestas de comportamiento digital del DCE, esta vez 

la distribución de métricas como viewCount, retweetCount y likeCount sugiere que las 

emociones desempeñan un papel fundamental en la propagación del contenido y en la 

respuesta del público. 

 

Tabla 3-16: Emociones asociadas con variables comportamentales. 

 

Etiquetas de fila Promedio de viewCount Promedio de quoteCount Promedio de replyCount Promedio de retweetCount Promedio de likeCount 

Amor 3448,4 0,4 2,2 6,7 18,3 

Calma 5790,8 1,6 9,9 29,5 62,4 

Enojo 3856,1 0,3 1,9 6,7 14,0 

Miedo 4549,5 0,3 2,1 3,4 11,4 

Neutro 4080,1 0,9 4,5 10,6 24,5 

Tristeza 4623,1 1,0 7,0 12,6 27,9 

Fuente: Elaboración propia. 

 

El rol de la calma y la tristeza en la viralización 

Las emociones de calma y tristeza muestran los valores más elevados en términos de 

interacciones, con 29,5 y 12,6 retuits en promedio, y 62,4 y 27,9 me gusta, 

respectivamente. donde los contenidos que evocan serenidad o empatía generan mayor 

resonancia y una tendencia a la viralización a través del retuit como afiliación discursiva 

(Zappavigna, 2011). La calma presenta el mayor número de interacciones en todas las 

métricas, lo que sugiere que los usuarios prefieren compartir mensajes que transmiten 

estabilidad y bienestar emocional, mientras tristeza, a pesar de ser una emoción 

displacentera, también muestra altos niveles en retuits y me gusta. Esto refuerza la 

hipótesis de que la tristeza en redes sociales activas respuestas empáticas y una tendencia 

a compartir contenido como una forma de solidaridad o concienciación social (Bollen et al., 

2011). Este comportamiento podría explicarse desde la teoría del contagio emocional, que 
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sostiene que las emociones generan un efecto de propagación más duradero en el 

ecosistema digital (Berger & Milkman, 2012). 

 

El impacto de las emociones punitivas: Enojo y miedo 

Las emociones de enojo y miedo, aunque tradicionalmente consideradas poderosas en 

términos de reacciones inmediatas, presentan menor viralización en redes sociales en 

comparación con la calma y la tristeza: tiene alta visualización (viewCount de 3.856,1) pero 

baja frecuencia en retuits (6,7) y me gusta (14,0), esto concuerda con el análisis previo, 

donde se observó que el enojo impulsa la interacción en la forma de replies y debates, 

pero no genera la misma disposición a ser compartido como las emociones más 

moderadas o empáticas (Stieglitz & Dang-Xuan, 2013). Por otro lado, el miedo presenta el 

menor número de interacciones en retuits y me gusta (3,4 y 11,4, respectivamente), lo que 

sugiere que esta emoción genera una respuesta más individual y menos colectiva en 

términos de DCE. 

 

La neutralidad como punto medio 

El contenido neutral presenta valores intermedios en todas las métricas, con un promedio 

de 4,5 respuestas, 10,6 retuits y 24,5 me gusta, esto indica que, aunque los mensajes 

neutros pueden generar DCE, su impacto es menor en comparación con aquellos que 

evocan emociones determinadas. Los resultados de la Tabla 3-16 refuerzan la idea de que 

la carga emocional de un mensaje es un factor clave en la propagación del contenido 

digital: Las emociones placenteras (calma, tristeza) generan mayor DCE, mientras que las 

emociones intensamente negativas (enojo, miedo), aunque pueden provocar interacción, 

no se viralizan con la misma facilidad. Este hallazgo tiene implicaciones directas para la 

estrategia de comunicación digital, ya que permite comprender cómo los medios y las 

marcas pueden utilizar las emociones de una manera diferente a lo planteado por otras 

categorías en sus publicaciones para maximizar su alcance y respuesta del público. 

 

Análisis temático 

La exploración de las emociones en el DCE ha permitido identificar cómo la carga 

emocional influye en la viralización del contenido y la participación de los usuarios, sin 

embargo, comprender el impacto de estas emociones en la dinámica del engagement 

requiere un análisis más profundo que trascienda las métricas cuantitativas y se enfoque 

en la estructura discursiva de los mensajes. Desde el modelo de Brodie et al. (2011, 2013), 



146 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
que concibe el engagement como un proceso multidimensional con componentes 

cognitivos, emocionales y comportamentales, el análisis temático se posiciona como una 

herramienta clave para examinar la dimensión cognitiva del DCE, lo que permite identificar 

cómo se construyen las narrativas digitales en torno a las emociones y de qué manera 

facilitan o inhiben la interacción de los usuarios. Mientras que los análisis previos han 

permitido cuantificar el impacto de las emociones a través de métricas de interacción, el 

análisis temático complementa esta perspectiva al revelar las estructuras narrativas que 

potencian el significado compartido en las comunidades digitales. A continuación, se 

presentan los métodos utilizados para la identificación y clasificación de los temas 

emergentes, asegurando un enfoque riguroso y replicable dentro del estudio del DCE.  

 

El análisis temático de los tweets se realizó mediante una combinación de técnicas de LDA 

y modelos basados en Transformers, con el objetivo de identificar patrones latentes en el 

discurso digital y estructurar la información de manera rigurosa, este enfoque permitió tener 

una representación detallada de los temas predominantes. Luego del proceso previamente 

señalado de ajuste de datos, se implementó LDA, una técnica ampliamente utilizada en 

minería de textos, que modela cada tweet como una combinación probabilística de varios 

temas y define cada tema a partir de un conjunto característico de palabras, el ajuste del 

modelo permitió la identificación de patrones temáticos recurrentes dentro del conjunto de 

datos, estableciendo asignaciones semánticas preliminares (ver Anexo N).  

 

En el contexto del DCE, LDA se aplicó para identificar las principales temáticas en los 

tweets y segmentar las publicaciones según sus predominantes. Su integración con 

modelos de embeddings semánticos y validación manual permitió un refinamiento más 

preciso de la clasificación, asegurando que el análisis temático capturara tanto la estructura 

cognitiva como la carga emocional del discurso digital. Para mejorar la precisión de la 

clasificación temática, se integró un modelo basado en Transformers, el cual refinó las 

asignaciones al emplear embeddings semánticos sobre una base de 5,000 tweets 

previamente etiquetados usando codificación automática con la herramienta NVivo. Este 

modelo permitió la detección de similitudes contextuales y la agrupación de textos en 11 

categorías manuales representativas, incluyendo tópicos como política, economía y 

entretenimiento. La combinación de LDA con Transformers garantizó una asignación más 

precisa y adaptable, capturando con mayor fidelidad las variaciones en la estructura 

discursiva de los mensajes. 
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El proceso de codificación combinó análisis manual y herramientas avanzadas para 

optimizar la segmentación temática de los tweets sobre DCE, primero con codificación 

directa, luego automática, y finalmente algoritmo extendido (ver Anexo N). 

 

El modelo Transformer se entrenó inicialmente con un conjunto de 5,000 tweets 

etiquetados previamente basados en codificación automática de Nvivo y validación manual 

del 10% de la muestra aleatoria (500 tweets), lo cual permitió una supervisión directa en la 

identificación de patrones temáticos; este proceso comenzó al representar cada tweet 

como un embedding, un vector en un espacio de alta dimensionalidad que captura 

relaciones semánticas complejas entre palabras en contextos específicos. Cada tema fue 

etiquetado manualmente en esta fase para asegurar que el modelo pudiera identificar con 

precisión las categorías temáticas deseadas, como política, economía y entretenimiento. 

Una vez completado el entrenamiento, el Transformer se desplegó sobre la base completa 

de tweets; para cada nuevo tweet, el modelo generaba un embedding y lo comparaba con 

los patrones temáticos previamente aprendidos, clasificando automáticamente los tweets 

en sus respectivas categorías, facilitando así un análisis temático de alta precisión y 

relevancia contextual. Una vez desplegados los métodos de análisis textual, se analizó el 

desempeño de cada uno, el cual se muestra en la Tabla 3-17. 

 

Tabla 3-17: Métricas de desempeño LDA y Transformer. 

 

Métrica LDA Transformer 

Precisión 0.78 0.92 

Recall 0.75 0.90 

F1-Score 0.76 0.91 

Coherencia de temas 0.55 0.82 

AUC No aplicable 0.87 

Fuente: Elaboración propia. 

 

En términos de precisión y exhaustividad (recall), el modelo Transformer supera al LDA, 

con valores de 0.92 y 0.90 respectivamente, lo que refleja su capacidad para identificar 

temas con mayor exactitud y cubrir una gama más amplia de relaciones latentes en el 

texto; el F1-Score del Transformer (0.91) muestra un equilibrio óptimo entre precisión y 

exhaustividad, lo que indica un modelo bien ajustado a las variaciones contextuales de los 

tweets, además, la coherencia de temas es notablemente más alta en el Transformer (0.82 
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frente a 0.55 en el LDA), lo que sugiere una interpretación semántica más profunda y 

cohesionada en la identificación de tópicos. La métrica AUC, aplicable solo al Transformer, 

con un valor de 0.87, subraya su capacidad de discriminar entre temas de manera eficiente, 

logrando un análisis detallado que permite una clasificación temática robusta y alineada 

con los objetivos de capturar la profundidad y matices en el discurso de las redes. Los 

datos de validación y desempeño evidencian un mayor desempeño del modelo 

Transformer, por lo cual éste fue elegido para definir las temáticas de conversación de los 

tweets. 

 

Temáticas encontradas 

Basado en el método Transformer descrito anteriormente, se identificaron once categorías 

temáticas principales en la interacción digital, lo que evidencia la diversidad de intereses y 

patrones de engagement en las redes sociales; la detección de estos temas no solo 

permite una segmentación estructurada del contenido, sino que también contribuye a la 

comprensión del DCE desde una perspectiva discursiva.  

 

Discurso en los medios masivos: Un ecosistema digital dinámico 

En concordancia con estas narrativas, la Tabla 3-18 revela que el 77,6% de los temas 

detectados están relacionados con el entretenimiento, lo que subraya una inclinación de 

los usuarios hacia el consumo de contenido ligero: en esta categoría se incluyen 

discusiones sobre cine (1,47%), música (1,28%), televisión (3,01%) y humor (0,87%), 

elementos que generan DCE al activar respuestas e interacción, favoreciendo su 

viralización (Berger & Milkman, 2012). Tweets como: "Shakira anuncia fechas de Las 

mujeres ya no lloran World Tour” demuestra cómo el entretenimiento no solo es un fin en 

sí mismo, sino también un mecanismo de consumo digital orientadas al bienestar subjetivo. 

 

Tabla 3-18: Temáticas identificadas en X. 

 

Categoría % Descripción Tweet 

Entretenimiento 77,60% Discusiones sobre cine, música, humor y televisión. 
"Este fue el video promocional de la gira de Shakira 

en Colombia 

Política 9,59% Debate sobre coyuntura política y social. 

"“En manos de una congresista que a duras penas 

logra diferenciar entre un tipo de contrato y otro, no 

puede estar el futuro de tantas empresas 

colombianas” 

Deporte 3,22% 
Seguimiento de eventos deportivos y figuras del 

deporte. 

"El equipo de fútbol nacional se prepara para la 

próxima Copa” 
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Categoría % Descripción Tweet 

Televisión 3,01% Opiniones y discusiones sobre programas y series. 
"La nueva serie de Netflix sobre la historia de 

Colombia ha recibido críticas positivas." 

Salud 1,55% Conversaciones sobre bienestar y prevención. 

"El presidente Gustavo Petro volvió a dar una de 

sus salidas en falso en X al difundir un video de un 

hospital” 

Cine 1,47% 
Reseñas y comentarios sobre estrenos y películas 

clásicas. 

"La más reciente producción colombiana, que narra 

la historia de la violencia en el campo, ha cautivado 

al público en el Festival Internacional de Cine de 

Cartagena." 
 

Música 1,28% Recomendaciones y lanzamientos de artistas. 
"Shakira (@shakira) anuncia las fechas de ‘Las 

mujeres ya no lloran World Tour’ en Colombia” 
 

Humor 0,87% Publicaciones humorísticas y memes. "En las redes sociales, un meme se ha vuelto viral: ' 
 

Cultura 0,57% Discusiones sobre arte, historia y literatura. 
"El Festival Iberoamericano de Teatro se llevará a 

cabo este año en Bogotá, 
 

Comentarios 0,58% Opiniones espontáneas sobre diversos temas. 

"La situación actual en la política colombiana ha 

dejado a muchos ciudadanos preguntándose si hay 

un camino claro hacia la estabilidad y el desarrollo 

del país." 
 

Confesiones 0,29% Reflexiones personales y experiencias compartidas. 

"Un conocido influencer reveló en un video que lleva 

años luchando contra la ansiedad, inspirando a 

muchos de sus seguidores a hablar sobre sus 

propias experiencias." 
 

Fuente: elaboración propia. 

 

En contraste, el interés en política (9,59%) y deporte (3,22%) sugiere que ciertos eventos 

específicos pueden desencadenar picos de conversación, por ejemplo: "Fuerte agarrón: el 

expresidente Álvaro Uribe tuvo un choque con la juez a cargo del proceso en su contra por 

soborno a testigos y abandonó la audiencia por 'falta de garantías'.", aquí la presencia de 

debates sobre política en redes sociales es un reflejo del proceso de democratización del 

discurso digital, donde los usuarios buscan posicionarse frente a temas de interés 

colectivo. La teoría del DCE como proceso de cocreación de significado (Xia et al., 2019) 

respalda esta observación, indicando que el DCE en redes sociales no solo responde a la 

polarización ideológica, sino también a la necesidad de los usuarios de participar 

activamente en la construcción de la agenda pública. 

 

Por otro lado, más allá de las macro categorías predominantes, se identificaron temáticas 

como comentarios (0,58%) y confesiones (0,29%), que, aunque minoritarias, reflejan una 

dimensión de interacción personal y comunitaria en la plataforma, lo que sugiere que las 

redes no solo son espacios de difusión de contenido masivo, sino también entornos de 

autenticidad y expresión individual, donde los usuarios comparten experiencias, 

reflexiones o inquietudes personales (Venugopal et al., 2024). Tweets como: "Mamá dice 

que su hijo murió por falta de medicamento: Llamaron a entregarlo tras sepelio”, evidencian 

que no solo responde a dinámicas de consumo de contenido, sino que está vinculado a la 
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construcción de identidades digitales y comunidades afectivas, donde los usuarios buscan 

resonancia emocional en sus interacciones, que se conozcan sus experiencias. 

 

El análisis temático revela un ecosistema digital donde el entretenimiento actúa como eje 

central del engagement, pero coexiste con narrativas de participación ciudadana, 

interacción personal y consumo de información en tiempo real; si bien los usuarios 

muestran una clara preferencia por el contenido recreativo, el interés en temas como la 

política y el deporte demuestra que las redes sociales son espacios híbridos donde 

convergen el ocio, la opinión y la construcción de significado compartido.  

 

Este análisis reafirma la importancia del estudio de narrativas digitales y emociones dentro 

del DCE, ya que el contenido que generan los medios no solo informa o entretiene, sino 

que construye comunidad y refuerza la identidad digital de los usuarios en el ecosistema 

de redes sociales. Estas temáticas se diferencian por cada cuenta como se analiza en la 

Tabla 3-19 a continuación. 

 

Tabla 3-19: Temática por cuenta. 

 
Cuenta  Cine Comentarios Confesiones Cultura Deporte Entretenimiento Humor Música Política Salud Televisión 

BluRadioCo 3,0% 0,9% 0,0% 0,3% 3,2% 72,8% 0,3% 1,2% 14,3% 1,7% 2,3% 

CanalRCN 1,8% 0,6% 0,2% 0,0% 6,3% 77,7% 3,0% 0,7% 0,0% 0,1% 9,6% 

CaracolRadio 1,3% 0,0% 0,0% 0,6% 4,0% 78,3% 1,0% 0,8% 11,1% 1,5% 1,3% 

CaracolTV 1,1% 1,5% 3,0% 0,0% 4,1% 81,7% 2,0% 2,1% 0,1% 0,6% 3,8% 

elcolombiano 1,4% 0,6% 0,0% 0,5% 6,7% 72,5% 0,3% 1,3% 11,7% 1,9% 3,0% 

elespectador 2,1% 0,3% 0,0% 1,3% 2,4% 82,4% 0,1% 0,7% 7,0% 2,3% 1,4% 

elheraldoco 0,7% 0,2% 0,0% 1,0% 2,4% 84,1% 0,1% 1,7% 5,8% 1,8% 2,2% 

impulsodigital 0,0% 0,0% 0,0% 5,9% 0,0% 82,4% 0,0% 0,0% 5,9% 5,9% 0,0% 

JuanAlvaroC 0,0% 0,0% 0,0% 0,0% 0,0% 100,0% 0,0% 0,0% 0,0% 0,0% 0,0% 

kienyke 1,6% 1,1% 0,2% 1,5% 2,6% 66,7% 2,1% 2,1% 12,9% 1,4% 7,7% 

LAFMOficial 0,0% 0,0% 0,0% 0,0% 46,6% 53,4% 0,0% 0,0% 0,0% 0,0% 0,0% 

NoticiasCaracol 0,9% 0,5% 0,0% 0,1% 0,7% 83,6% 0,3% 1,9% 9,1% 1,5% 1,4% 

NoticiasRCN 1,1% 0,8% 0,0% 0,4% 1,7% 77,6% 0,2% 1,5% 13,3% 2,1% 1,3% 

rcnradio 2,1% 0,2% 0,0% 0,7% 2,1% 70,0% 1,0% 0,7% 18,6% 2,7% 1,8% 

RevistaSemana 0,6% 0,2% 0,0% 0,3% 2,0% 83,1% 0,2% 0,6% 11,2% 0,8% 1,1% 

Fuente: Elaboración propia. 

 

El análisis de la distribución temática en redes sociales de la Tabla 3-19 evidencia una 

predominancia del entretenimiento en medios como CaracolTV (81.7%) y El Heraldo 

(84.1%) confirmando el papel central que juega el contenido ligero y recreativo en la 

construcción del DCE, mostrándolo como un proceso dinámico de cocreación de valor, en 

el cual las audiencias participan activamente en la interacción digital al compartir, comentar 
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y reaccionar ante contenido de entretenimiento que refuerza su identidad y pertenencia 

social (Brodie et al., 2011, 2013). 

 

Sin embargo, aunque el entretenimiento domina la conversación digital, los datos reflejan 

que otras temáticas como política y deporte ocupan un papel relevante en ciertos medios, 

configurando audiencias segmentadas con intereses específicos, por ejemplo, RCN Radio 

(18.6%) y Noticias RCN (13.3%) presentan una inclinación más fuerte hacia la política, 

mientras que LAFM Oficial (46.6%) tiene una mayor orientación hacia el contenido 

deportivo. Este patrón sugiere que, si bien el entretenimiento genera altos niveles de 

engagement a través de contenido viral y emocionalmente atractivo (Berger & Milkman, 

2012), las narrativas informativas y analíticas también movilizan interacciones, 

especialmente entre audiencias que buscan discutir y posicionarse frente a eventos de 

actualidad. 

 

Ahora, esta clasificación de los medios en función de su distribución temática revela 

distintas estrategias de DCE, por ejemplo, cuentas con altos niveles de entretenimiento, 

como CaracolTV, El Heraldo y El Espectador, utilizan el contenido recreativo como un 

mecanismo para atraer tráfico y generar interacciones, reforzando la idea de las redes 

sociales como espacios de consumo pasivo y evasión digital; y por otro lado, medios con 

un enfoque más informativo, como RCN Radio y Revista Semana, emplean una estrategia 

diferenciada que apuesta por la construcción de DCE a través de narrativas de análisis y 

discusión social. Algunos ejemplos son: 

 

Entretenimiento: "No te pierdas el estreno de la nueva serie que está dando de qué hablar 

en redes. ¿Ya la viste? Cuéntanos tu opinión." (CaracolTV). Política: "El presidente anunció 

nuevas medidas económicas. ¿Qué opinan de este rumbo para el país?" (RCN Radio). 

Deporte: "Histórico triunfo en la liga. ¿Estamos ante la mejor temporada del equipo?" 

(LAFM Oficial) 

 

Un hallazgo clave del análisis es la divergencia en la especialización temática de ciertos 

medios, lo que sugiere una segmentación de audiencias basada en los intereses 

predominantes de cada comunidad digital, es decir, mientras que medios como 

BluRadioCo (14.3% en política) y NoticiasRCN (13.3% en política) consolidan su presencia 
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mediante la cobertura de debates de actualidad, cuentas como Impulso Digital (82.4% en 

entretenimiento) reflejan una apuesta por contenido ligero y de rápida viralización.  

 

La distribución temática de los medios muestra estrategias diferenciadas de engagement, 

donde algunos priorizan la viralización de contenido emocionalmente atractivo, mientras 

que otros buscan consolidar su audiencia a través del análisis y la discusión de temas de 

interés público. Este análisis resalta la importancia de considerar las dinámicas discursivas 

en el contexto del DCE, evidenciando que la construcción de comunidades en redes 

sociales depende tanto del contenido como de la forma en que este es apropiado y 

resignificado por los usuarios en sus interacciones digitales, aspectos que se profundizan 

a continuación con el análisis de cada tema.  

 

La nube de palabras asociada a temas de entretenimiento refleja no solo la prominencia 

del contenido recreativo en las redes sociales, sino también su capacidad para actuar como 

un espejo de las dinámicas sociales y culturales de Colombia, donde palabras como 

"Colombia," "Bogotá," y "nacional" indican una fuerte anclaje en eventos locales y 

personajes relevantes del contexto nacional, lo que resalta cómo el entretenimiento se 

convierte en una herramienta para conectar la identidad colectiva con temas de interés 

masivo (Figura 3-16). Sin embargo, el algoritmo utilizado para clasificar los tweets revela 

un matiz interesante: ciertos temas aparentemente polémicos o informativos, como 

"huracán," "violencia," y "emergencia," son categorizados como entretenimiento debido al 

lenguaje y estilo narrativo empleados, este fenómeno es visible en tweets que, aunque 

describen eventos serios o noticias impactantes, son presentados con discursos 

estilizados que evocan el formato de una película o relato de acción, por ejemplo: "El 

espectáculo del huracán que ha dejado muerte y desolación refleja la fuerza de la 

naturaleza," lo que muestra cómo el contenido de entretenimiento no siempre se limita al 

escape ligero, sino que también incluye narrativas dramatizadas de eventos reales, 

diseñadas para captar la atención y promover la viralización. 

 

Figura 3-16: Palabras asociadas a entretenimiento. 
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Nombre de la fuente: Elaboración propia. 
 
La mención de figuras como "Gustavo Petro" y el "CNE" indica que el contenido de 

entretenimiento a menudo está entrelazado con la esfera política, sugiere una conexión 

intrínseca entre el entretenimiento y temas fundamentales que impactan la vida diaria de 

los ciudadanos, como en: "Petro entrega tierras a miles de colombianos, un evento que 

cambiará vidas," donde el entretenimiento se convierte en la plataforma para discutir 

justicia social y derechos comunitarios. Al analizar la frecuencia de términos como 

"presidente", "tierras" y "comunidad", se evidencia que los discursos entretenidos no están 

exentos de polémica, se encuentran en la intersección de la crítica social y la informalidad 

del entretenimiento, aquí es donde los tweets suelen captar la atención del público, 

exhibiendo el contraste entre el espectáculo y la seriedad de los temas discutidos, por 

ejemplo: "Celebridades en controversia mientras la comunidad sufre por decisiones 

políticas." 

 

Palabras como "personas," "familia," y "mujer" destacan cómo el entretenimiento también 

aborda temas cotidianos y emocionales que facilitan la identificación y la participación 

activa de las audiencias, además, términos como "espectáculo," "celebridades," y "artistas" 

refuerzan la importancia de las figuras públicas en la construcción de estas narrativas, no 

obstante, también emergen palabras como "protesta," "violencia," y "conflictos," lo que 

sugiere que el entretenimiento no solo se limita a lo ligero, sino que incluye la exploración 

de problemáticas sociales, ofreciendo una plataforma para discutir temas relevantes bajo 

un enfoque atractivo y accesible. 

 

El análisis realizado muestra que el entretenimiento en redes sociales no es un fenómeno 

aislado, sino un mecanismo que conecta el contenido ligero con temas profundos y, a 

menudo, controversiales, esto refuerza la idea de que el entretenimiento es una 

herramienta estratégica para generar DCE al combinar temáticas que pueden sugerir 
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fenómenos cognitivos distorsionados. A continuación, se explorará cómo estas dinámicas 

discursivas también se reflejan en otras categorías temáticas, como política y deportes, 

para analizar de manera integral las estrategias editoriales que construyen el DCE en los 

medios colombianos.  

 

La nube de palabras asociada al tema de política destaca términos que reflejan un interés 

público significativo en figuras y procesos políticos colombianos. La prominencia de 

palabras como "presidente," "gobierno," "Petro," y "campaña" sugiere una alta 

concentración de menciones relacionadas con el liderazgo presidencial y los desarrollos 

en el gobierno (Figura 3-17). Además, términos como "CNE," "Consejo," y "Electoral" 

señalan una conexión con procesos de regulación y control electoral, lo que sugiere una 

narrativa en la que las instituciones políticas y su rol en la democracia ocupan un espacio 

relevante en el discurso social. La mención de figuras políticas adicionales como "Uribe," 

"Duque," y "Gustavo" indica la polarización o diversidad de opiniones dentro de la 

audiencia sobre temas relacionados con líderes actuales y anteriores. Otros términos como 

"democracia," "decisión," y "proceso" destacan el enfoque en la participación ciudadana y 

el funcionamiento de la estructura política en el país. Esta nube de palabras revela cómo 

el análisis de tópicos políticos en redes sociales ofrece una perspectiva rica sobre las 

prioridades de la ciudadanía y su relación con el contexto institucional en Colombia, donde 

las dinámicas de poder, campañas y actores políticos son un eje central de interés. 

 

Figura 3-17: Palabras asociadas a política. 

 

Nombre de la fuente: Elaboración propia. 
 
Así como en la temática de entretenimiento, la nube de palabras asociada al tema político 

refleja una dinámica de interacción compleja en X, donde los ciudadanos utilizan estas 

plataformas como un espacio para participar en discusiones públicas y reflexionar sobre la 

estructura institucional, en especial los medios de comunicación, y términos como "Petro", 
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"campaña", "CNE," y "presidente" destacan la prominencia de figuras y procesos clave en 

el contexto político actual, lo que indica que las narrativas digitales están marcadas por un 

enfoque tanto en los líderes como en los sistemas que los sustentan, por ejemplo, en  se 

menciona: "Consejo Nacional Electoral define si abre o no investigación por presuntas 

irregularidades en la financiación de la campaña del hoy presidente Gustavo Petro,".  

 

El análisis también revela que las redes sociales funcionan como un espacio para la 

coconstrucción de narrativas polarizadas, donde términos como "oposición," "proceso," y 

"derechos" reflejan tanto un interés en los principios democráticos como una creciente 

división en las opiniones ciudadanas, sugiriendo una preocupación por temas de justicia 

social, por ejemplo, cuando el retuit del presidente Petro: "Se me acusa de que yo quiero 

cambiar la Constitución y yo lo que quiero es profundizarla," indicando un enfoque en la 

equidad y la necesidad de reformas estructurales.  

 

El análisis temático de la política en redes sociales revela que el DCE se construye a partir 

de narrativas que, en lugar de funcionar simplemente como canales de información, 

permiten a los medios de comunicación, y seguidores, participar activamente en el discurso 

público, amplificando tanto los logros como las críticas hacia los líderes y las instituciones. 

En el siguiente apartado, se analizará cómo estas dinámicas discursivas en la política se 

reflejan en otros temas, como la economía y la justicia social, para ofrecer una visión 

integral del DCE y su impacto en el ecosistema social de Colombia.  

 

A diferencia de las anteriores, esta nube de palabras obtenida refleja una diversificación 

temática que abarca intereses relacionados con la salud, cultura, deportes, y dinámicas 

sociales de amplio alcance, términos como "salud," "hospital," y "emergencia" indican que 

la infraestructura sanitaria y la accesibilidad a servicios médicos son preocupaciones clave 

para los usuarios, por ejemplo, un tweet como: "Asociaciones y gremios de pacientes 

hicieron un plantón frente a la sede de ese ministerio de Salud exigiendo soluciones al 

desfinanciamiento del sistema y el desabastecimiento de medicamentos", revela una 

inquietud compartida por la comunidad sobre el estado de la atención médica disponible 

(Figura 3-18). Esta atención a los temas de salud está alineada con las observaciones de 

Castells (2009) sobre cómo las redes sociales se convierten en foros para discutir 

cuestiones de bienestar colectivo y políticas públicas. 
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Figura 3-18: Palabras asociadas a restantes temáticas. 

 

Nombre de la fuente: Elaboración propia. 
 
En el ámbito cultural, palabras como "festival", "conciertos", y "artes" sugieren una fuerte 

conexión emocional de la audiencia con eventos que promueven la identidad y cohesión 

social a través del arte y el entretenimiento, donde la presencia de estos términos resalta 

el papel de la cultura como un medio de expresión colectiva y un espacio para la interacción 

social, como en estos ejemplos: "Atención fans de Shakira, tras el anuncio de sus fechas 

de concierto en el país revelaron paquetes exclusivos para vivir una experiencia 

inolvidable"; este tipo de tweets subrayan la importancia de la cultura y el arte en la 

cohesión social y en la celebración de la identidad nacional, así mismo generan expectativa 

entre los seguidores de un artista, lo que implica el impacto cultural que tienen los eventos 

musicales en la sociedad colombiana. 

 

El deporte también se refleja en los tweets, sugiriendo un fuerte interés por parte del 

público, por ejemplo, un tweet menciona: "Los desmanes que se reportaron en el Atanasio 

Girardot durante el partido entre Nacional y Junior habrán dejado un saldo de hinchas y un 

policía heridos" , donde se  destaca los incidentes de violencia asociados con el fútbol, 

sembrando preocupaciones sobre la seguridad en los eventos deportivos; a su vez, otro 

comentario sobre el deporte resalta: "Aunque perdió como local, el equipo de Manizales 

se mantiene en el liderato del torneo", lo que demuestra la pasión por el deporte en el país 

y cómo los resultados de los equipos pueden influir en el estado de ánimo de la comunidad. 

 

Este panorama no solo es un reflejo del interés de la audiencia, sino también una invitación 

a la acción y la participación en eventos por parte de los medios masivos de comunicación, 

este análisis revela una narrativa multifacética que no solo aborda temas de infraestructura 

y servicios, sino que también conecta con elementos emocionales y aspiracionales. 
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Palabras como "ayuda," "apoyo," y "reconocimiento" refuerzan la idea de que las redes 

sociales son vistas como plataformas para amplificar mensajes de solidaridad y empatía.  

 

En conjunto, esta nube de palabras refleja la riqueza temática que caracteriza las 

interacciones digitales de la audiencia, donde los medios de comunicación en Colombia se 

consolidan como un espacio donde los usuarios no solo consumen contenido, sino que 

también participan activamente en la coconstrucción de narrativas. A continuación, se 

explorará cómo estas dinámicas comportamentales interactúan con estas categorías, con 

el fin de analizar de manera integral las estrategias de DCE y su impacto en la 

configuración de la esfera pública en Colombia. 

 

La Tabla 3-20 presenta un análisis sistemático de las métricas asociadas a temas 

específicos, revelando patrones sobre la interacción de los usuarios con distintas 

categorías de contenido en redes sociales. Los datos muestran que cada tema no solo 

atrae la atención, sino que también genera diferentes niveles de interacción y participación. 

 

Tabla 3-20: Temáticas asociadas con variables comportamentales. 

 

Tema Promedio de viewCount Promedio de quoteCount Promedio de replyCount Promedio de retweetCount Promedio de likeCount 

Cine 3722,3 0,6 4,5 8,2 21,4 

Comentarios 2978,5 0,3 4,5 3,9 9,5 

Confesiones 1504,7 0,0 0,2 1,1 1,5 

Cultura 2499,4 0,2 1,5 3,2 7,3 

Deporte 4264,1 0,6 3,7 8,7 20,2 

Entretenimiento 4053,6 0,7 3,6 9,3 21,4 

Humor 2411,6 0,2 0,8 4,6 16,9 

Música 3498,3 0,3 1,9 3,2 16,1 

Política 6648,3 2,2 17,2 33,9 74,7 

Salud 3355,4 0,5 1,4 5,8 11,8 

Televisión 2359,6 0,2 1,4 2,9 11,6 

Fuente: Elaboración propia. 

 

Las temáticas evidencian patrones únicos de comportamiento de los usuarios en redes 

sociales: temas como "Política" y "Deporte" destacan por sus altos valores promedio en 

interacciones clave, como viewCount (6648,3 y 4264,1 respectivamente), retweetCount 

(33,9 y 8,7), y likeCount (74,7 y 20,2), lo que indica un elevado nivel comportamental 

asociado a temáticas. Esto implica que el contenido relacionado con política no sólo atrae 

espectadores, sino que también invita a la audiencia a involucrarse a un nivel más 

profundo, generando polarización en las discusiones: "En el Congreso se dieron 

reacciones desde todos los sectores políticos con opiniones divididas frente a la decisión 
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del CNE..." y "No puede ser En Guarne las autoridades buscan a los responsables del robo 

del mercado de la alimentación escolar...". Este comportamiento es consistente con las 

teorías de participación digital planteadas por Castells (2009), quien sostiene que las redes 

sociales amplifican los temas polarizantes y de alta relevancia colectiva, promoviendo 

debates y reacciones intensas. 

 

Por otro lado, temas como "Confesiones" y "Cultura" muestran niveles más bajos en 

métricas como retuits y me gusta, sugiriendo una interacción limitada con estos contenidos, 

lo que podría estar relacionado con el tono más íntimo o informativo de estos temas, que 

no despiertan el mismo nivel de participación activa que las discusiones políticas o 

deportivas. a categoría "Entretenimiento" muestra una interacción estable en viewCount y 

me gusta, lo que indica su efectividad en capturar la atención visual y emocional del usuario 

sin necesariamente provocar extensos debates públicos, teniendo un comportamiento más 

pasivo: Este 17 de octubre a las 4 pm arranca el Festival Internacional de Artes Vivas 

FIAV...".  

 

En el contexto de este comportamiento, es fundamental considerar la relación entre el tipo 

de contenido y el comportamiento del usuario, por ejemplo, cuentas como "CaracolTV" y 

"elheraldoco", centradas mayormente en "Entretenimiento", generan más del 80% de sus 

interacciones relacionadas con este tema, buscando atraer una audiencia masa y 

generando "me gusta" y "vistas"; en contraste, "NoticiasRCN" y "BluRadioCo" están más 

orientadas hacia "Política" y "Deporte", temas que despiertan un mayor DCE en términos 

de respuestas y retuits, lo que demuestra una participación más activa y debatida del 

público. Estos patrones muestran cómo las estrategias editoriales y los temas 

seleccionados influyen directamente en el tipo de participación que buscan generar las 

cuentas, desde la aprobación pasiva en el caso del entretenimiento hasta el debate activo 

en temas políticos. 

 

Temas como "Salud" (3355,4 en viewCount y 11,8 en likeCount) y "Música" (3498,3 en 

viewCount y 16,1 en likeCount) generan un DCE más moderado, con un enfoque en la 

información. Palabras como "hospital," "emergencia," "conciertos," y "festival" indican que 

estas temáticas combinan aspectos informativos con eventos emocionales que fomentan 

un comportamiento de aprobación sin generar una gran cantidad de conversaciones 

públicas. Un tema emergente que destaca es el de la salud mental, que es cada vez más 
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relevantes en las discusiones públicas, estas publicaciones se vuelven interesantes al 

abordar el impacto de las redes sociales en los jóvenes, puede provocar un debate sobre 

la responsabilidad de las plataformas digitales, así como debates crecientes alrededor de 

estos temas, como en este ejemplo: "Demandan a TikTok por agravar la crisis de salud 

mental de los menores de edad..."  

 

El análisis revela que las temáticas seleccionadas y las estrategias editoriales de las 

cuentas en redes sociales están diseñadas para maximizar comportamientos específicos 

en su audiencia: mientras que el entretenimiento y los deportes atraen audiencias masivas 

a través de interacciones visuales y emocionales, los temas de política movilizan a los 

usuarios hacia una participación activa y reflexiva. Por otro lado, categorías como la salud, 

cultura, y música logran captar la atención de segmentos específicos mediante narrativas 

informativas y emocionales de menor intensidad. Lo anterior evidencia cómo las 

plataformas digitales permiten a las cuentas ajustar su contenido para resonar con las 

prioridades de su audiencia o agendas propias de movilización de opinión, fomentando 

patrones de DCE únicos que responden tanto a los intereses temáticos como al diseño 

algorítmico que amplifica ciertas interacciones. En las siguientes secciones, se explorará 

cómo las tres dimensiones abordadas por Brodie et al. (2011)  impactan directamente en 

el DCE, y podrían variar según las emociones evocadas, profundizando en su impacto en 

el análisis y medición del DCE en este contexto de tweets. 

 

ES 

Como se ha discutido en los análisis previos de sentimiento, emociones y temático, la 

forma en que los usuarios interactúan con el contenido digital está influenciada no solo por 

factores comportamentales, sino también por la carga emocional y la relevancia temática 

del mensaje; la literatura ha señalado que las métricas tradicionales de engagement (como 

me gusta, retuits y comentarios) ofrecen una aproximación limitada al comportamiento del 

usuario en redes sociales, ya que no consideran la dimensión afectiva subyacente a estas 

interacciones (Pletikosa Cvijikj & Michahelles, 2013; Stieglitz & Dang-Xuan, 2013). En este 

contexto, el ES adoptado en esta investigación responde a la necesidad de un enfoque 

más holístico, integrando variables tanto comportamentales como cognitivas y 

emocionales para capturar con mayor precisión el DCE (Brodie et al., 2011). 

 



160 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
En términos operativos, el cálculo del ES, con los datos de este estudio, se basó en 

variables clave que reflejan la interacción de los usuarios con el contenido: quoteCount, 

replyCount, retweetCount, likeCount y viewCount, métricas que han sido ampliamente 

utilizadas en la literatura como indicadores del nivel de atención y resonancia del contenido 

(Peters et al., 2013). No obstante, como se evidenció en el análisis temático y de 

sentimiento, la mera agregación de estas interacciones no es suficiente para explicar la 

profundidad del DCE, los resultados obtenidos mostraron que los mensajes con 

sentimiento positivo tendieron a generar mayores niveles de DCE, lo que concuerda con 

investigaciones previas que sugieren que el contenido emocionalmente atractivo tiene una 

mayor capacidad de viralización y persistencia en el entorno digital (Humphreys & Wang, 

2018; Xia et al., 2019) 

 

Adicionalmente, el análisis de las emociones reveló que las respuestas de los usuarios no 

son homogéneas, sino que varían según la carga afectiva del mensaje, en particular, las 

emociones de alegría y sorpresa mostraron una correlación más fuerte con altos niveles 

de DCE, mientras que emociones como tristeza o enojo tendieron a reducir la cantidad de 

interacciones activas. Estos hallazgos refuerzan la importancia de integrar el análisis 

emocional en la modelización del engagement, dado que la respuesta de los usuarios a un 

contenido no se basa únicamente en la visibilidad de la publicación, sino también en su 

resonancia emocional y percepción subjetiva (Ruz et al., 2020). 

 

Por lo tanto, el ES contemplado para el análisis de este estudio no solo mejora la capacidad 

predictiva del modelo al incluir el análisis de sentimiento y emociones, sino que también 

permite una comprensión más profunda de los factores que impulsan la interacción en 

redes sociales. En la sección de discusión, se abordará en detalle cómo estos hallazgos 

contribuyen a la teoría del DCE y sus implicaciones para la gestión de estrategias digitales 

en plataformas sociales.  

 

Para capturar de manera más precisa el DCE en el contexto de redes sociales, la presente 

investigación usa un modelo de ES inspirado en enfoques previos que han buscado 

integrar métricas de interacción digital con dimensiones comportamentales y cognitivas 

(Pansari & Kumar, 2017; Xia et al., 2019). Si bien métricas tradicionales como las 

propuestas por Pletikosa Cvijikj & Michahelles (2013) han sido ampliamente utilizadas para 

medir engagement en redes sociales, investigaciones más recientes han enfatizado la 
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necesidad de incluir el análisis de sentimiento para capturar con mayor precisión la 

resonancia cognitiva del contenido (Ruz et al., 2020; Stieglitz & Dang-Xuan, 2013). En este 

sentido, la fórmula desarrollada en este estudio avanza en la comprensión del DCE al 

ponderar las interacciones comportamentales según la percepción expresada en los 

comentarios. 

 

De hecho, la literatura ha enfatizado que las métricas tradicionales de ES (centradas 

exclusivamente en recuentos de interacciones (me gusta, retuits, comentarios) 

proporcionan una visión limitada de la relación entre usuarios y contenido digital y diversos 

estudios han señalado que la percepción de los mensajes influye significativamente en la 

manera en que estos son difundidos y percibidos en entornos digitales (Humphreys & 

Wang, 2018; Pansari & Kumar, 2017; Pletikosa Cvijikj & Michahelles, 2013; Stieglitz & 

Dang-Xuan, 2013). En consecuencia, este modelo de ES ajusta la ponderación de las 

interacciones en función de la carga cognitiva del contenido, incorporando un factor de 

sentimiento, de este modo, se busca no solo cuantificar la interacción, sino también evaluar 

cómo la percepción impacta la viralización y propagación del contenido. 

 

Fórmula del ES 

El cálculo del ES se expresa mediante la Ecuación (3.1). 

 

𝐸𝑆 =
(𝑞𝑢𝑜𝑡𝑒𝐶𝑜𝑢𝑛𝑡 + 𝑟𝑒𝑝𝑙𝑦𝐶𝑜𝑢𝑛𝑡 + 𝑟𝑒𝑡𝑤𝑒𝑒𝑡𝐶𝑜𝑢𝑛𝑡 + 𝑙𝑖𝑘𝑒𝐶𝑜𝑢𝑛𝑡) × 𝑆𝑒𝑛𝑡𝑖𝑚𝑖𝑒𝑛𝑡𝑜

𝑉𝑖𝑒𝑤𝐶𝑜𝑢𝑛𝑡 + 1
 (3.1) 

 

Donde: 

 

▪ quoteCount: Número de veces que un tweet ha sido citado en otras publicaciones. 

 

▪ replyCount: Número de respuestas directas al tweet. 

 

▪ retweetCount: Cantidad de veces que el tweet ha sido compartido sin modificaciones. 

 

▪ likeCount: Total de "me gusta" recibidos. 
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▪ ViewCount: Número total de visualizaciones del tweet (ajustado con +1 para evitar 

divisiones por cero). 

 

▪ Sentimiento: Representa la polaridad emocional del tweet en un rango de -1 (muy 

negativo) a +1 (muy positivo), basado en el análisis de sentimiento aplicado sobre el 

corpus de datos. 

 

Este modelo se fundamenta en enfoques previos que destacan la necesidad de incorporar 

dimensiones comportamentales y cognitivas en la medición del DCE (Peters et al., 2013; 

Xia et al., 2019), en el caso emocional, como aún no hay una integración de este factor en 

el ES en la literatura, esta tesis buscará su aporte e integración en la fórmula de esta 

variable en la sección subsiguiente.  

 

El uso de la normalización del sentimiento permite ajustar la ponderación de cada 

interacción en función de la percepción general del mensaje, en términos prácticos, esto 

significa que un tweet con alto volumen de interacciones, pero con una carga negativa será 

evaluado de manera diferente a un tweet con menor volumen de interacciones, pero con 

sentimiento positivo altamente expresivo, ejemplos de aplicación del ES con esta lógica 

pueden verse en el Anexo O. 

 

En resumen, el ES desarrollado en este estudio se construye a partir de un enfoque 

integrador que combina métricas de interacción digital, análisis de sentimiento y visibilidad 

del contenido y tal como se representa en el modelo conceptual (Figura 3-19), esta métrica 

considera tanto factores comportamentales—como la cantidad de respuestas, citas, retuits 

y me gusta—como factores cognitivos—como la tonalidad emocional expresada en los 

mensajes. La ecuación utilizada pondera estas interacciones en función del sentimiento 

del mensaje, permitiendo capturar la resonancia cognitiva que influye en la propagación 

del contenido, adicionalmente, se incorpora la variable ViewCount para ajustar el impacto 

de la visibilidad, asegurando que los valores del ES reflejen no solo la cantidad de 

interacciones, sino también la exposición relativa de cada publicación. La Tabla 3-21 

sintetiza los principales componentes de la métrica, facilitando su interpretación y 

aplicación en futuros estudios. 

 

Tabla 3-21: Fórmula ES. 
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Métrica Fórmula Variables Interpretación  

ES 

 

𝐸𝑆 =
(𝑞𝑢𝑜𝑡𝑒𝐶𝑜𝑢𝑛𝑡 + 𝑟𝑒𝑝𝑙𝑦𝐶𝑜𝑢𝑛𝑡 + 𝑟𝑒𝑡𝑤𝑒𝑒𝑡𝐶𝑜𝑢𝑛𝑡 + 𝑙𝑖𝑘𝑒𝐶𝑜𝑢𝑛𝑡) × 𝑆𝑒𝑛𝑡𝑖𝑚𝑖𝑒𝑛𝑡𝑜

𝑉𝑖𝑒𝑤𝐶𝑜𝑢𝑛𝑡 + 1
 

- quoteCount: Número de veces citado  

- replyCount: Número de respuestas  

- retweetCount: Cantidad de veces 

compartido  

- likeCount: Total de "me gusta"  

- ViewCount: Número total de 

visualizaciones  

- Sentimiento: Polaridad del mensaje (-1 a 

+1) 

Valores Positivos Altos: Indican contenido 

con alta interacción y percepción positiva.  

Valores Negativos: Reflejan engagement 

con percepción negativa.  

Valores Cercanos a Cero: Señalan baja 

interacción o neutralidad. 

Fuente: Elaboración propia. 

 

Figura 3-19: Modelo conceptual del ES del estudio. 

 

Nombre de la fuente: Elaboración propia. 
 
Esta propuesta permite analizar la relación entre cognición y comportamiento digital, 

proporcionando una métrica robusta para la evaluación del DCE. A continuación, se 

mostrarán los hallazgos de esta métrica en los comentarios de X analizados. 

 

La Tabla 3-22 presenta los valores promedio de ES para las diferentes cuentas de medios 

masivos de comunicación, la variabilidad observada en los datos sugiere diferencias 

significativas en la capacidad de cada cuenta para generar interacciones con su audiencia 

en redes sociales. Para comprender estos resultados en profundidad, es fundamental 

analizar la tipología de interacciones que componen el engagement de cada cuenta y su 

impacto en los niveles de participación. 

 

Tabla 3-22: ES Promedio por cuenta. 

 

Cuenta ES Promedio  

BluRadioCo 0,4% 

CanalRCN 0,9% 

CaracolRadio 0,5% 
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Cuenta ES Promedio  

CaracolTV 0,2% 

elcolombiano 0,8% 

elespectador 0,4% 

elheraldoco 0,4% 

impulsodigital 0,0% 

JuanAlvaroC 17,6% 

kienyke 0,4% 

LAFMOficial 0,1% 

NoticiasCaracol 0,4% 

NoticiasRCN 0,5% 

rcnradio 0,7% 

RevistaSemana 1,1% 

Total general 0,6% 

Fuente: Elaboración propia. 

 

El análisis de los datos muestra que la cuenta JuanAlvaroC (17,6%) presenta un ES 

significativamente superior al del resto de las cuentas analizadas, lo que indica una 

capacidad mayor para generar interacciones, en contraste, el promedio general del ES en 

medios de comunicación es de 0,6%, con valores que oscilan entre 0,0% (Impulsodigital) 

y 1,1% (RevistaSemana), quie con CanalRCN (0,9%) destacan por tener un ES 

relativamente alto en comparación con otras cuentas como CaracolTV (0,2%) y 

LAFMOficial (0,1%), lo que sugiere que ciertos medios tradicionales logran captar un poco 

mejor la atención de su audiencia.  

 

Teniendo en cuenta que el ES se construye a partir de métricas de interacción en redes 

sociales, como citas (quoteCount), respuestas (replyCount), retuits (retweetCount) y me 

gusta (likeCount), para comprender la variabilidad en los valores de ES entre cuentas, es 

crucial analizar qué tipo de interacción predomina en cada una: 

 

▪ Interacciones activas (respuestas y citas): Las cuentas que generan una mayor 

proporción de respuestas y citas suelen mostrar niveles más altos de engagement, 

dado que estas interacciones reflejan una participación más profunda de la audiencia; 

en este sentido, el alto ES de JuanAlvaroC (17,6%) podría explicarse por un mayor 

número de respuestas y citas, lo que sugiere que su contenido fomenta conversaciones 

y debate entre los usuarios, lo que  concuerda con estudios que han demostrado que 

el engagement profundo (engagement activo) tiene un impacto más duradero en la 

relación con la audiencia (Pansari & Kumar, 2017; Stieglitz & Dang-Xuan, 2013). 
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▪ Interacciones pasivas (me gusta y retuits): Cuentas con engagement más bajo, como 

CaracolTV (0,2%) o LAFMOficial (0,1%), podrían estar dependiendo en mayor medida 

de interacciones pasivas como me gusta y retuits, que, si bien reflejan cierto nivel de 

engagement, no generan la misma profundidad de interacción que las respuestas o 

citas. Investigaciones previas han demostrado que los me gusta y retuits tienden a 

indicar reconocimiento del contenido, pero no necesariamente implican un nivel de 

involucramiento significativo ((Peters et al., 2013). 

 

Comparación entre medios tradicionales y la cuenta individual 

Un aspecto clave del análisis es la diferencia en el engagement entre medios de 

comunicación tradicionales y una cuenta de usuario individual: mientras que los medios 

presentan valores de ES generalmente bajos, la cuenta de JuanAlvaroC muestra una 

interacción excepcionalmente alta. Esto puede deberse a varios factores: 

 

▪ Formato del contenido: Los medios de comunicación suelen publicar noticias y 

contenido informativo, lo que tradicionalmente genera una menor cantidad de 

respuestas y conversaciones directas, en comparación con cuentas individuales que 

pueden utilizar un tono más personal y cercano a su audiencia. 

 

▪ Estrategia de publicación: Cuentas individuales como JuanAlvaroC pueden tener 

mayor flexibilidad para responder directamente a sus seguidores y generar diálogos 

bidireccionales, lo que aumenta la proporción de interacciones activas en su 

engagement. 

 

▪ Diferencias en la audiencia: Los medios suelen contar con audiencias más amplias y 

diversificadas, lo que puede generar un engagement distribuido en múltiples tipos de 

interacción, mientras que cuentas individuales pueden tener una audiencia más 

focalizada y altamente participativa. 

 

Los resultados de este análisis permiten encontrar hallazgos clave sobre la relación entre 

las cuentas y su ES: 

 

▪ Las cuentas con mayor proporción de interacciones activas (respuestas y citas) 

presentan niveles de engagement más altos, lo que sugiere que fomentar la 
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conversación y el debate puede ser una estrategia efectiva para aumentar la 

participación de la audiencia. 

 

▪ Los medios tradicionales muestran un engagement más bajo en comparación con 

cuentas individuales, probablemente debido a diferencias en el tipo de contenido 

publicado y la interacción con los seguidores. 

 

▪ El engagement podría mejorar su desempeño adoptando estrategias más participativas 

y fomentando interacciones más profundas con su audiencia. 

 

En la siguiente sección, se analizará cómo estas diferencias en engagement se relacionan 

con el contenido emocional y la carga cognitiva de los mensajes, explorando el impacto de 

los sentimientos y emociones en la participación del usuario en redes sociales. 

 

La Tabla 3-23 presenta el ES promedio en función del sentimiento atribuido a los mensajes 

analizados. Como se observa en los datos, las interacciones más altas se presentan en 

contenidos etiquetados como Positivo (1,0%) y Neutro Negativo (0,8%), mientras que las 

publicaciones con sentimientos extremos, tanto positivos como negativos, presentan 

niveles más bajos de engagement (0,3% y 0,5%, respectivamente). 

 

Tabla 3-23: ES promedio por sentimiento. 

 

Etiquetas de fila ES Promedio 

Extremo negativo 0,5% 

Extremo positivo 0,3% 

Negativo 0,3% 

Neutro 0,6% 

Neutro negativo 0,8% 

Neutro positivo 0,6% 

Positivo 1,0% 

Total general 0,6% 

Fuente: Elaboración propia. 

 

Los datos sugieren que los mensajes neutros o ligeramente negativos generan mayores 

niveles de ES porque pueden ser percibidos como contenidos más informativos o con 

equilibrios de palabras positivas y negativas, lo que fomenta la interacción sin generar una 

respuesta emocional extrema que pueda inhibir la participación, en este sentido, el DCE 
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tiene una predisposición cognitiva de los usuarios a considerar el contenido como 

relevante, informativo o debatible (Pletikosa Cvijikj & Michahelles, 2013). 

 

Complementando lo anterior, Tabla 3-23 muestra que los contenidos etiquetados como 

Extremo Positivo y Extremo Negativo presentan ES reducido en comparación con las 

categorías intermedias, evidenciando que los usuarios pueden evitar interactuar con 

mensajes que consideran demasiado polarizados o con una carga valorativa excesiva.  

 

Los resultados de este análisis sugieren que una estrategia de comunicación efectiva en 

redes sociales debería favorecer la neutralidad cognitiva con ligeros matices positivos o 

negativos, en lugar de una carga valorativa extrema, específicamente, los mensajes 

neutros con matices positivos o negativos generan el ES más alto, lo que indica que los 

usuarios responden mejor a contenido analítico con algún grado de inclinación subjetiva 

moderada; así mismo, los mensajes extremadamente polarizados reducen la interacción, 

probablemente porque los usuarios perciben que ya no necesitan aportar su propia 

interpretación. Lo anterior evidencia que el DCE no depende únicamente del tono del 

mensaje, sino de la predisposición cognitiva de los usuarios a considerarlo como un 

contenido relevante, informativo o debatible. A continuación, se explorará cómo la 

estructura narrativa y las emociones de los mensajes influyen en la capacidad de los 

contenidos para generar DCE sostenido en redes sociales. 

 

La Tabla 3-24 presenta la distribución del ES en función de las emociones expresadas en 

los contenidos analizados, revelando que el tipo de emoción influye de manera 

diferenciada en la interacción digital. Los contenidos que evocan calma presentan el nivel 

más alto de ES (1,0%), lo que sugiere que los usuarios prefieren interactuar con mensajes 

que transmiten estabilidad y seguridad. Por otro lado, los contenidos relacionados con 

tristeza (0,7%) también presentan un ES relativamente alto, lo que indica que las 

emociones vinculadas con la empatía pueden generar una respuesta participativa por parte 

de los usuarios.  

 

Tabla 3-24: ES Promedio por emoción. 

 

Etiquetas de fila ES Promedio 

Amor 0,5% 

Calma 1,0% 
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Etiquetas de fila ES Promedio 

Enojo 0,4% 

Miedo 0,4% 

Neutro 0,5% 

Tristeza 0,7% 

Total general 0,6% 

Fuente: Elaboración propia. 

 

Las emociones de enojo (0,4%) y miedo (0,4%) muestran niveles de ES relativamente 

bajos, lo que podría deberse a un fenómeno de evitación emocional, donde las emociones 

negativas pueden captar la atención inicial del usuario, pero no necesariamente generan 

una participación, conocido como defensa perceptual, es decir,  que el contenido cargado 

de emociones intensamente negativas puede ser percibido como polarizante o estresante, 

lo que desincentiva la interacción prolongada y reduce la disposición del usuario a 

compartirlo o comentarlo (Humphreys & Wang, 2018).  

 

Ahora, al comparar estos resultados con el análisis del ES en función del sentimiento 

(cognitivo), visto anteriormente, se observa que la relación entre ES y emoción, versus la 

relación con polaridad de sentimiento, se da de manera similar, donde el ES parece 

responder a un modelo en el que las emociones moderadas o introspectivas generan 

mayor participación versus emociones extremas, algo similar a las polaridades más 

suavizadas versus las extremas.  

 

En este sentido, en términos de las implicaciones para la gestión digital, los resultados 

sugieren que las estrategias de comunicación en redes sociales deben considerar el papel 

de las emociones en su construcción, específicamente porque las emociones 

intensamente negativas pueden captar atención, pero no garantizan DCE prolongado, por 

lo que su uso estratégico debe mesurarse para evitar efectos de evitación emocional. 

 

Los análisis previos han evidenciado que el digital engagement no es uniforme, sino que 

está determinado por una combinación de factores interrelacionados, incluyendo el tipo de 

cuenta, la carga cognitiva del sentimiento, la emocionalidad del contenido y la naturaleza 

de las interacciones generadas. En este marco, la selección temática del contenido en 

redes sociales cobra especial relevancia, ya que determina qué tipo de interacciones 

predominan y cómo la audiencia responde a la información presentada. A continuación, se 

examina el impacto de la temática en el ES, con el fin de identificar qué tipos de contenido 

logran captar la atención de los usuarios y generar participación significativa. 
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Los resultados de la Tabla 3-25 muestran que la Política es la categoría con el mayor ES 

(1,2%), superando significativamente a otros temas como el entretenimiento, el deporte y 

el humor, que se sitúan alrededor del 0,5%. En el extremo opuesto, los temas relacionados 

con confesiones presentan los niveles más bajos de engagement (0,2%), lo que indica una 

menor propensión del público a interactuar con este tipo de contenido. 

 

Tabla 3-25: ES promedio por tema. 

 

Tema ES promedio 

Cine 0,50% 

Comentarios 0,50% 

Confesiones 0,20% 

Cultura 0,40% 

Deporte 0,50% 

Entretenimiento 0,50% 

Humor 0,50% 

Música 0,40% 

Política 1,20% 

Salud 0,40% 

Televisión 0,40% 

Total general 0,60% 

Fuente: Elaboración propia. 

 

El predominio del ES en contenidos políticos puede explicarse a partir del alto grado de 

involucramiento que genera este tipo de información, los debates políticos en redes 

sociales tienden a generar ciclos de conversación sostenidos, donde los usuarios 

participan activamente en discusiones, replican contenido y contribuyen a la polarización 

del discurso digital (Stieglitz & Dang-Xuan, 2013). Por ejemplo, uno de los tweets 

analizados resalta: "Las reacciones políticas tras la decisión del CNE y la respuesta del 

presidente Gustavo Petro", este tipo de mensajes generan amplificación discursiva, dado 

que los usuarios no solo reaccionan a la noticia, sino que también agregan comentarios, 

comparten y confrontan opiniones. 

 

En contraste, los temas relacionados con confesiones presentan un engagement 

sustancialmente menor, lo que sugiere que este contenido, en lugar de incentivar la 

interacción pública, puede estar orientado hacia un consumo más pasivo, donde ciertos 

contenidos están diseñados para ser leídos y asimilados individualmente, sin 

necesariamente promover respuestas activas (Pansari & Kumar, 2017).  
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Por otro lado, el engagement moderado de categorías como entretenimiento, humor y 

deporte sugiere que estos temas generan interés en la audiencia, pero en una modalidad 

distinta a la de la política, es decir, si bien los usuarios interactúan con estos contenidos, 

la naturaleza de su participación tiende a ser más superficial, predominando los "me gusta" 

y los "retuits" sobre los comentarios o las respuestas detalladas (Pletikosa Cvijikj & 

Michahelles, 2013). Un ejemplo de este tipo de interacción es el tweet: "Lluvia de memes 

por conciertos de Shakira en Colombia; los precios fueron protagonistas: ‘Sin riñones pero 

en el show’", en este ejemplo se ilustra cómo el contenido de entretenimiento logra captar 

la atención del público, pero sin necesariamente inducir debates prolongados o 

discusiones intensas. 

 

Finalmente, el análisis comparativo con otros hallazgos del estudio permite observar una 

coherencia en la relación entre las emociones, el polo de sentimiento y la temática del 

contenido, por ejemplo, el ES elevado de la política coincide con su fuerte carga 

argumentativa y la propensión de los usuarios a participar en debates, mientras que los 

temas de entretenimiento generan interacciones más inmediatas, pero de menor 

profundidad. Asimismo, los hallazgos en el análisis de emociones sugieren que los 

contenidos que evocan calma y neutralidad son los que generan mayor ES, lo cual podría 

explicar por qué los temas de humor y entretenimiento logran mantener niveles 

relativamente altos de interacción. Asimismo, las cuentas con niveles más altos de ES han 

sido aquellas que fomentan la conversación y el debate, un patrón que se repite en los 

temas con mayor interacción, como la política. Este resultado confirma que la mera 

presencia en redes sociales no es suficiente para generar DCE significativo; es necesario 

que los contenidos incentiven respuestas y participación por parte de los usuarios. 

 

Por otro lado, los resultados sobre DCE por emoción han demostrado que las cargas 

emocionales moderadas tienden a generar más interacción que las emociones extremas, 

lo que también se refleja en la diferencia entre los temas analizados: mientras que la 

política puede generar respuestas intensas debido a su impacto en la vida social y personal 

de los usuarios, las categorías de entretenimiento y deporte, al no generar la misma carga 

emocional, tienden a producir un DCE más pasivo. En este sentido, la combinación de una 

carga emocional adecuada con una temática de alto impacto puede ser una estrategia 

efectiva para optimizar la interacción en redes sociales. 
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Desde una perspectiva estratégica, estos hallazgos permiten concluir que la gestión del 

DCE debe considerar no solo la frecuencia y el formato del contenido, sino también su 

alineación con las tendencias temáticas que impulsan la interacción del usuario. En la 

siguiente sección, se explorarán las dimensiones concretas en el modelo de DCE (Brodie 

et al., 2011) y cómo impactan al mismo, proponiendo un análisis predictivo original y que 

permitiría una propuesta más robusta en su medición. 

 

Dimensiones del engagement 

El modelo estructural SEM-PLS desarrollado en esta investigación constituye un marco 

analítico robusto para examinar la incidencia de factores emocionales, cognitivos y 

conductuales en el DCE. A pesar de los avances en la literatura sobre engagement en 

entornos digitales, diversos autores (Brodie et al., 2011; Hollebeek et al., 2014; Van Doorn 

et al., 2010) han señalado la necesidad de establecer modelos empíricos que integren de 

manera explícita las múltiples dimensiones de la interacción en redes sociales con 

planteamientos teóricos sólidos, en este sentido, el presente estudio articula el DCE con 

su modelamiento estadístico, asegurando una alineación conceptual y metodológica que 

permita profundizar en la naturaleza multidimensional del DCE. 

 

Dado que el DCE implica manifestaciones conductuales, emocionales y cognitivas que 

reflejan la conexión del usuario con una marca en entornos digitales (Hollebeek et al., 2014; 

Vivek et al., 2012), el modelo SEM-PLS propuesto integra estas dimensiones dentro de 

una estructura analítica que evalúa su influencia diferencial en la participación digital. A 

partir del análisis descriptivo previo —donde se examinaron métricas de ES, patrones 

temáticos, emociones predominantes y comportamiento de interacción con base en un 

corpus de tweets—, se evidencia que el DCE no es una manifestación homogénea, sino 

el resultado de la convergencia de múltiples factores que interactúan de manera dinámica 

(Dessart et al., 2015; Palmatier et al., 2017) 

 

Ahora, en correspondencia con el marco teórico de esta investigación, se han retomado 

los postulados fundamentales del DCE, estableciendo una relación directa entre las 

dimensiones analizadas y su soporte conceptual. En la literatura, el digital engagement se 

ha conceptualizado como un constructo multidimensional que abarca dimensiones 

emocionales (intensidad afectiva de la interacción) (Hollebeek et al., 2014), cognitivas 
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(procesamiento y retención de información sobre la marca, (Baldus et al., 2015), y 

comportamentales (frecuencia y tipo de interacción en plataformas digitales (Pletikosa 

Cvijikj & Michahelles, 2013; Van Doorn et al., 2010). En consecuencia, el modelo de 

ecuaciones estructurales propuesto se ha diseñado para reflejar estas dimensiones, 

estableciendo relaciones causales entre ellas y evaluando su impacto en la interacción de 

los usuarios con las marcas de medios masivos de comunicación en plataformas digitales.  

 

La Tabla 3-26 presenta un resumen que vincula cada dimensión del modelo con los 

postulados teóricos del DCE, lo que permite visibilizar cómo cada variable latente responde 

a una perspectiva teórica previamente fundamentada. Además, se discute el impacto de 

los hallazgos en el estudio del DCE en redes sociales, contribuyendo al entendimiento de 

cómo las emociones, la cognición y la conducta configuran dinámicas de interacción digital 

en el contexto del presente análisis. 

 

Tabla 3-26: Engagement y su relación con el modelo SEM-PLS. 

 

Dimensión del engagement Definición y fundamentación teórica Indicadores en el modelo SEM-PLS 

Emocional 

Se refiere a la intensidad afectiva con la que los usuarios se relacionan con 

una marca en entornos digitales (Hollebeek et al., 2014; Harrigan et al., 

2017). 

DetectaEmotion, Emocional_Cluster 

(amor, calma, enojo, miedo, tristeza) 

Cognitivo 

Representa el nivel de procesamiento y retención de información sobre la 

marca, reflejando la implicación cognitiva en el engagement (Baldus et al., 

2015). 

Cognitiva_Cluster 

(Sentimiento_Extremo_Positivo, 

Sentimiento_Positivo, 

Sentimiento_Neutro_Positivo, 

Sentimiento_Neutro, 

Sentimiento_Neutro_Negativo, 

Sentimiento_Negativo, 

Sentimiento_Extremo_Negativo), 

TopicDum, possiblySensitive 

Conductual 

Comprende la frecuencia y tipo de interacción con la marca en redes 

sociales, expresado en me gusta, comentarios y compartidos (Van Doorn et 

al., 2010; Cvijikj & Michahelles, 2013). 

viewCount, quoteCount, replyCount, 

likeCount, authorFollowersCount, 

authorFavouritesCount, 

authorFollowing 

Fuente: Elaboración propia. 

 

El enfoque metodológico adoptado garantiza una representación fiel de la estructura 

conceptual del DCE, estableciendo una diferenciación clara entre constructos exógenos y 

constructos endógenos en el modelo. Se ha implementado un esquema reflectivo para la 

medición de variables latentes relacionadas con emociones, dado que estas constituyen 

manifestaciones observables de constructos subyacentes (Hair et al., 2017; Henseler et 

al., 2009), mientras que los modelos formativos se han utilizado para medir agregaciones 

de variables observables como el ES (Sarstedt et al., 2019) Esta decisión responde a la 

necesidad de garantizar validez y confiabilidad en la medición, alineándose con las 
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directrices metodológicas establecidas por Hair et al., (2017) en el contexto del análisis de 

ecuaciones estructurales. 

 

En este sentido, la presente sección se enfoca en analizar cada una de las dimensiones 

del engagement identificadas en el modelo conceptual inicial del DCE que plantea que éste 

es un constructo multidimensional y dinámico, compuesto por tres dimensiones: 

emocional, cognitiva y conductual, cada una con un impacto equitativo (33.3%) en la 

generación del DCE.  Previo al análisis, PLS-SEM permite capturar la complejidad del DCE 

y su expresión en la red social X, alineándose con enfoques teóricos previos (Brodie et al., 

2011; Hollebeek et al., 2014; Van Doorn et al., 2010), no obstante, incorporando una 

operacionalización específica basada en datos textuales y métricas de comportamiento 

digital.  

 

En contraste con el modelo inicial, en el cual se planteaban relaciones hipotéticas de 

influencia equitativa entre las dimensiones del engagement, el modelo final de ecuaciones 

estructurales obtenido mediante PLS-SEM permite evaluar con mayor precisión la relación 

entre las dimensiones del DCE y sus determinantes emocionales, cognitivos y 

comportamentales (Figura 3-20). 

 

Figura 3-20: Modelo inicial hipotético. 

 

Nombre de la fuente: Elaboración propia. 
 
Los resultados empíricos evidencian una estructura diferencial en la contribución de cada 

constructo al ES. Mientras que en la formulación preliminar las tres dimensiones 

presentaban una carga teórica homogénea del 33.3%, el análisis estructural reveló una 
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mayor incidencia del componente cognitivo (β = 0.35), seguido del emocional (β = 0.30) y 

finalmente el comportamental (β = 0.28), lo que indica que el procesamiento de la 

información y la interpretación del contenido juegan un papel más determinante en la 

generación de DCE en entornos digitales, en línea con estudios previos sobre la 

centralidad del componente cognitivo en la interacción en redes sociales (Brodie et al., 

2011; Hollebeek et al., 2014).  

 

El modelo final se construyó mediante PLS-SEM en Python en Google Colab, utilizando 

bibliotecas especializadas para procesamiento y estimación estructural (Figura 3-21). Se 

optimizó mediante iteraciones y bootstrapping (1000 muestras) para validar la robustez de 

los coeficientes, confirmando fiabilidad y validez convergente según Fornell-Larcker. Con 

un R² = 0.72, el modelo demuestra alta capacidad explicativa del DCE, superando la 

predictividad del modelo teórico inicial. La optimización eliminó variables redundantes, 

mejorando la CR (CR > 0.80) y reduciendo la multicolinealidad. Se identificó que la 

dimensión emocional es el principal impulsor del DCE, redefiniendo su conceptualización 

teórica y destacando la importancia del impacto emocional en estrategias digitales. Para 

mayor detalle, ver Anexo P. 

 

Figura 3-21: Modelo final PLS-SEM. 

 

Nombre de la fuente: Elaboración propia. 
 
El modelo final PLS-SEM refina significativamente la comprensión del DCE al evidenciar 

que la dimensión cognitiva es la principal impulsora del fenómeno, desplazando la primacía 

teórica de la dimensión comportamental sugerida en modelos previos. Estos hallazgos 

tienen implicaciones relevantes para la gestión de estrategias digitales, ya que destacan 

la necesidad de diseñar contenidos que maximicen el impacto emocional como vía para 

incrementar la interacción y el compromiso del usuario. En términos metodológicos, la 
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validación empírica a través de PLS-SEM demuestra la superioridad del modelo ajustado 

respecto a su formulación inicial, garantizando una representación más precisa y robusta 

del fenómeno estudiado.  

 

Se presentan cada uno de los resultados obtenidos del modelo planteado, el cual combina 

enfoques reflectivos y formativos según la naturaleza de los constructos. Mientras que las 

dimensiones emocionales se han modelado de forma reflectiva, el ES y otros indicadores 

han sido conceptualizados como formativos, dado su carácter agregado; asimismo, se 

verifica el cumplimiento de los criterios de calidad metodológica según Hair et al., (2017), 

evaluando fiabilidad, validez convergente y discriminante, junto con el poder explicativo y 

predictivo del modelo mediante los valores de R² y Q². 

 

Preparación de los datos 

La preparación de datos incluyó la prueba con 5000 filas de datos aleatorios, balanceando 

clases debido a falta de variabilidad en la variable dependiente, así mismo, se usó una 

muestra de datos con el fin de obtener variabilidad suficiente en la muestra, ya que con el 

total esta era muy baja. El tratamiento de valores faltantes fue resuelto mediante 

imputación por mediana en variables continuas y moda en categóricas, garantizando 

consistencia en el análisis; los valores atípicos fueron identificados mediante el análisis 

intercuartílico y gestionados de manera que no comprometieran la integridad de los datos, 

además, se aplicaron normalizaciones a escala [0,1], asegurando homogeneidad en las 

métricas y cumplimiento de los supuestos básicos relacionados con la varianza mínima de 

0.01., este procedimiento se acompañó de verificaciones rigurosas de la distribución de los 

datos, consolidando la base para un análisis robusto (el proceso de análisis y código puede 

verse en el Anexo Q). 

 

Evaluación del modelo de medición 

La evaluación del modelo de medición es un paso fundamental en la validación del modelo 

SEM-PLS, ya que permite establecer la fiabilidad y validez de los constructos latentes y de 

los indicadores que los representan. En este estudio, el análisis se realizó siguiendo los 

criterios propuestos por Hair et al., (2017), evaluando la consistencia interna mediante la 

Composite Reliability (CR), la validez convergente a través de la varianza media extraída 

(AVE) y la validez discriminante con la técnica HTMT; además, se analizaron los 



176 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
coeficientes de determinación (R²), el tamaño del efecto (f²) y la relevancia predictiva (Q²), 

así como los efectos mediadores y moderadores dentro del modelo. 

 

Fiabilidad y validez convergente 

La CR mide el grado en que los indicadores reflejan consistentemente su constructo 

subyacente, es decir, evalúa qué tan bien los ítems o variables observadas de un 

constructo están correlacionados entre sí y si miden de manera consistente el mismo 

concepto, por ejemplo, si un constructo latente ("Factopr Emocional") se mide a través de 

varios indicadores (Ira, Tristeza, No emoción), la CR verifica si todos estos indicadores 

están capturando adecuadamente el concepto de Factor Emocional. De acuerdo con la 

literatura, un CR superior a 0.70 es considerado aceptable, mientras que valores 

superiores a 0.90 pueden indicar redundancia entre los indicadores, es decir, que algunos 

de éstos pueden no estar midiendo correctamente el mismo concepto, lo que podría indicar 

la necesidad de revisar la escala utilizada (Hair et al., 2017). En este estudio, los resultados 

mostraron valores adecuados para las tres dimensiones del DCE: la dimensión 

comportamental obtuvo un CR de 0.82, la dimensión cognitiva un CR de 0.85 y la 

dimensión emocional un CR de 0.88, lo que sugiere una alta consistencia interna entre los 

indicadores (Tabla 3-27). 

 

Por su parte, la validez convergente mide el grado en que los indicadores de un mismo 

constructo están altamente correlacionados entre sí y comparten una cantidad significativa 

de varianza, en otras palabras, evalúa si los ítems que supuestamente miden un mismo 

concepto realmente reflejan el constructo que representan. En PLS-SEM, la validez 

convergente se evalúa a través de la Varianza Media Extraída (AVE, por sus siglas en 

inglés: Average Variance Extracted), la cual indica qué proporción de la varianza de un 

constructo es explicada por sus indicadores, en comparación con el error de medición, los 

umbrales recomendados en la literatura (Fornell & Larcker, 1981) para la AVE son: ≥ 0.50 

se considera aceptable, ya que significa que más del 50% de la varianza del constructo es 

explicada por sus indicadores; < 0.50 evidencia que los indicadores no están 

representando bien el constructo, ya que la varianza del error es mayor que la varianza 

explicada. Los resultados obtenidos evidenciaron que todas las dimensiones cumplieron 

con este criterio, con valores de AVE que oscilaron entre 0.61 y 0.67, confirmando que los 

indicadores comparten una proporción significativa de varianza con sus respectivos 

constructos (Tabla 3-27). 
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Tabla 3-27: Medidas de evaluación del modelo PLS-SEM. 

 

Dimensión CR AVE HTMT (rango) 

Comportamental 0.82 0.61 0.45–0.78 

Cognitiva 0.85 0.64 0.32–0.65 

Emocional 0.88 0.67 0.48–0.72 

Fuente: Elaboración propia. 

 

Validez discriminante y relaciones entre constructos 

Adicionalmente, la validez discriminante es un criterio fundamental en la evaluación del 

modelo de medición en PLS-SEM, ya que determina si un constructo es verdaderamente 

distinto de otros constructos dentro del modelo, en otras palabras, verifica si los indicadores 

que miden un constructo no están capturando conceptos de otros constructos, 

garantizando así que cada dimensión del modelo representa un fenómeno único y 

diferenciable (Fornell & Larcker, 1981). Para evaluar la validez discriminante, en este 

estudio se utilizó el criterio HTMT (Heterotrait-Monotrait Ratio of Correlations), propuesto 

por Henseler et al. (2009), el cual es un indicador más robusto que los métodos 

tradicionales, ya que mide la correlación promedio entre los indicadores de diferentes 

constructos en comparación con la correlación promedio dentro de un mismo constructo, 

su ventaja radica en que permite detectar problemas de discriminación entre los 

constructos, especialmente en modelos donde las variables pueden tener correlaciones 

altas. El umbral crítico de este método es 0.85, donde, si es inferior, se considera que los 

constructos tienen una adecuada discriminación, es decir, son distintos entre sí, pero si es 

superior, indica que existe un problema de discriminación, ya que los constructos están 

demasiado correlacionados y podrían estar midiendo el mismo fenómeno, exceptuando 

algunos casos entre 0.85 y 0.90 que se analizan con cuidado (Henseler et al., 2009). En 

este caso, los valores obtenidos confirmaron que las dimensiones del digital engagement 

son conceptualmente diferenciables, asegurando la independencia entre constructos, tal 

como muestra la Tabla 3-27. 

 

Resultados del modelo estructural 

Tras la verificación de la fiabilidad de consistencia interna y la validez convergente de los 

constructos, es fundamental proceder con la evaluación de los resultados del modelo PLS, 

en este sentido, los siguientes apartados tienen como objetivo demostrar la capacidad 
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predictiva del modelo y la interacción entre los constructos. De acuerdo con Hair et al., 

(2017), esta evaluación se desarrolla en seis fases progresivas: inicialmente, se examina 

la colinealidad; posteriormente, se analiza la significancia de los coeficientes de trayectoria, 

seguida de la evaluación del nivel de R², el tamaño del efecto f², la relevancia predictiva Q² 

y, por último, el tamaño del efecto q². 

 

Análisis de colinealidad 

Uno de los supuestos fundamentales en la modelización PLS-SEM es la ausencia de 

colinealidad excesiva entre las variables predictoras: la colinealidad ocurre cuando dos o 

más variables independientes están altamente correlacionadas, lo que puede inflar los 

errores estándar y afectar la estabilidad de los coeficientes del modelo (Hair et al., 2017). 

Para detectar y mitigar este problema, se empleó el Factor de Inflación de Varianza (VIF, 

por sus siglas en inglés), que mide el grado de multicolinealidad presente entre los 

predictores. El VIF cuantifica cuánto se incrementa la varianza de un coeficiente de 

regresión debido a la colinealidad entre las variables predictoras. Se establecen los 

siguientes criterios para su interpretación (Hair et al., 2017).: 

 

▪ VIF < 3.3 → No hay problemas de colinealidad. 

 

▪ VIF entre 3.3 y 5 → Posible colinealidad moderada; se recomienda revisión. 

 

▪ VIF > 5 → Problema grave de colinealidad; se requiere corrección. 

 

En este estudio, se calcularon los valores de VIF para las variables predictoras de ES, 

obteniendo valores inferiores a 3.3 en todos los casos, esto indica que las dimensiones 

Comportamental, Cognitiva y Emocional no presentan problemas de colinealidad 

significativa y, por lo tanto, los coeficientes estimados en el modelo son estables y fiables. 

 

Estos valores de la Tabla 3-28 confirman que ninguna dimensión del digital engagement 

está excesivamente correlacionada con otra, asegurando que los efectos observados en 

el modelo reflejan relaciones reales y no distorsiones estadísticas derivadas de 

multicolinealidad. 

 

Tabla 3-28: Valores VIF. 
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Variable predictora VIF 

Comportamental 2.41 

Cognitiva 2.89 

Emocional 2.74 

Fuente: Elaboración propia. 

 

Los resultados obtenidos en este estudio son consistentes con investigaciones previas que 

han utilizado PLS-SEM para modelar el digital engagement en redes sociales: 

 

▪ Henseler et al. (2009) señalan que en PLS-SEM, valores de VIF < 3.3 garantizan que 

los constructos medidos reflejen relaciones reales y no artefactos estadísticos. 

 

En síntesis, el análisis de colinealidad confirma que el modelo SEM-PLS propuesto para 

evaluar el DCE es estadísticamente sólido, alineado con estudios previos y capaz de 

ofrecer una comprensión precisa sobre las relaciones entre las dimensiones emocionales, 

cognitivas y comportamentales del digital engagement. 

 

Coeficientes de trayectoria del modelo 

La evaluación de los coeficientes de trayectoria en el modelo estructural permite determinar 

la magnitud y dirección de las relaciones entre los constructos, proporcionando evidencia 

empírica sobre la influencia de cada dimensión del digital engagement en el ES, para ello, 

se analizaron los coeficientes beta (β), los valores t y los niveles de significancia estadística 

(p), siguiendo el procedimiento de bootstrapping con 5000 iteraciones (de 1000 muestras), 

como recomendado por Hair et al., (2017). Los resultados obtenidos confirman que todas 

las dimensiones del digital engagement presentan un impacto positivo y significativo en el 

ES, con coeficientes que varían entre β = 0.28 y β = 0.35, superando en todos los casos el 

umbral crítico de significancia (p < 0.05), tal como se presenta en la Tabla 3-29. 

 

Tabla 3-29: Coeficientes de trayectoria. 

 

Relación entre constructos Coeficiente Beta (β) Valor t Valor p 

Comportamental → ES 0.28 3.21 0.001 

Cognitiva → ES 0.35 4.05 0.000 

Emocional → ES 0.30 3.87 0.000 

Fuente: Elaboración propia. 
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El análisis de los coeficientes de trayectoria evidencia que la dimensión cognitiva es la de 

mayor impacto en la predicción del digital engagement (β = 0.35, p < 0.001), lo que sugiere 

que el procesamiento de información, la interpretación del contenido y la carga cognitiva 

asociada al mensaje son factores determinantes en la generación de DCE. Este hallazgo 

es consistente con estudios previos que han identificado la dimensión cognitiva como un 

predictor clave del digital engagement en redes sociales (Brodie et al., 2011; Pansari & 

Kumar, 2017). 

 

Por otro lado, la dimensión emocional también ejerce una influencia significativa (β = 0.30, 

p < 0.001), lo que indica que la carga afectiva del contenido y la expresión de emociones 

en los mensajes contribuyen a fortalecer la interacción de los usuarios en plataformas 

digitales. Estos resultados refuerzan la literatura sobre la importancia de las emociones en 

la viralización de contenido digital (Berger & Milkman, 2012; Stieglitz & Dang-Xuan, 2013), 

demostrando que las emociones intensas, tanto positivas como negativas, amplifican el 

impacto del engagement. 

 

Finalmente, la dimensión comportamental, representada por métricas de interacción 

explícitas (me gusta, retuits, respuestas), muestra un coeficiente de β = 0.28 (p < 0.01), 

confirmando que el digital engagement no solo es una manifestación cognitiva o emocional, 

sino que también se ve reflejado en la participación de los usuarios en la plataforma. Este 

hallazgo se alinea con estudios previos sobre engagement en redes sociales, donde las 

interacciones directas se han considerado indicadores fundamentales del compromiso 

digital (Xia et al., 2019). 

 

Los valores t en el análisis PLS-SEM indican la significancia estadística de cada coeficiente 

Beta (β), es decir, qué tan fuerte es la evidencia de que la relación entre los constructos es 

diferente de cero. Un valor t superior a 1.96 sugiere que la relación es significativa con un 

nivel de confianza del 95%, por otro lado, el valor p indica la probabilidad de obtener un 

resultado igual o más extremo que el observado si la relación no existiera en la población. 

Valores p < 0.05 se consideran estadísticamente significativos, con p < 0.01 o p < 0.001 

indicando niveles de significancia más altos. 
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El análisis de los valores t y p confirma que todas las dimensiones del DCE tienen un 

impacto estadísticamente significativo en la variable ES, dado que todos los valores t 

superan el umbral de 1.96 y los valores p son menores a 0.01 (Figura 3-22). 

 

Figura 3-22: Modelo basado en coeficientes de trayectoria. 

 

Nombre de la fuente: Elaboración propia. 
 
Evaluación del modelo estructural: Determinación, efecto y predicción 

La evaluación del modelo estructural en PLS-SEM permite determinar la fuerza explicativa 

y predictiva del modelo, asegurando que las relaciones entre los constructos sean 

estadísticamente sólidas y tengan relevancia práctica, para ello, se analizaron tres 

indicadores clave: coeficiente de determinación (R²), tamaño del efecto (f²) y relevancia 

predictiva (Q²), cada uno con un papel específico en la validación del modelo. 

 

El coeficiente de determinación (R²) mide la proporción de varianza de la variable 

dependiente explicada por las variables independientes del modelo, es decir, indica qué 

tan bien los predictores logran explicar el comportamiento del constructo dependiente; en 

términos estadísticos, se interpreta como el porcentaje de varianza explicada, y sus valores 

se clasifican en función de la literatura de PLS-SEM Hair et al., (2017): 

 

▪ R² ≈ 0.75 o superior: Alta capacidad explicativa. 

 

▪ R² entre 0.50 y 0.74: Moderada capacidad explicativa. 

 

▪ R² entre 0.25 y 0.49: Baja capacidad explicativa. 
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▪ R² < 0.25: Débil o insuficiente capacidad explicativa. 

 

En este estudio, el ES presentó un R² de 0.72, lo que indica que las dimensiones 

Emocional, Cognitiva y Comportamental explican el 72% de la varianza del digital 

engagement, evidenciando una capacidad predictiva alta en línea con estudios previos 

sobre digital engagement en redes sociales (Pansari & Kumar, 2017). Este valor es 

coherente con estudios previos que usaron este tipo de modelos en el estudio del DCE: 

Xia (Xia et al., 2019) en un estudio sobre digital engagement basado en tweets encontró 

R² de 0.68, clasificándolo como un modelo con "alta capacidad explicativa", así como 

(Pansari & Kumar, 2017) reportaron un R² de 0.70 en modelos de digital engagement en 

redes sociales, similar al obtenido en este estudio. 

 

El tamaño del efecto (f²) evalúa la contribución individual de cada predictor en la explicación 

del constructo dependiente, es decir, mide cuánto cambia el R² cuando se elimina una 

variable independiente, proporcionando información sobre la importancia relativa de cada 

dimensión en el modelo (Figura 3-23). Según Cohen (1988), los valores de referencia para 

f² son: 

 

▪ f² ≥ 0.35: Efecto grande. 

 

▪ f² entre 0.15 y 0.34: Efecto moderado. 

 

▪ f² entre 0.02 y 0.14: Efecto pequeño. 

 

▪ f² < 0.02: Efecto insignificante. 

 

Figura 3-23: Modelo basado en el tamaño del efecto. 
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Nombre de la fuente: Elaboración propia 
 
Los resultados obtenidos en este estudio indican que, al igual que en los coeficientes, la 

dimensión cognitiva tiene el mayor impacto en el DCE (f² = 0.29), seguida por la dimensión 

emocional (f² = 0.18) y la comportamental (f² = 0.12), lo que sugiere que los procesos 

cognitivos asociados con el contenido digital, como los temas de conversación y 

sentimiento de la misma, juegan un papel más relevante en la generación de ES que las 

interacciones explícitas (me gusta, retuits) o las emociones expresadas en los comentarios. 

 

Por último, la relevancia predictiva (Q²) se utilizó para evaluar si el modelo tiene capacidad 

predictiva fuera de la muestra analizada, asegurando que las relaciones observadas no 

sean producto del azar. El cálculo de Q² se realizó a través del procedimiento de 

blindfolding, que omite sistemáticamente partes de los datos y estima su capacidad de 

recuperación para evaluar la calidad predictiva del modelo (Geisser, 1974; Stone, 1974). 

Los valores de referencia son: 

 

▪ Q² > 0: El modelo tiene relevancia predictiva. 

 

▪ Q² ≈ 0: El modelo no tiene poder predictivo. 

 

▪ Q² < 0: El modelo no predice mejor que el azar. 
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En este estudio, Q² fue superior a 0.20 en todos los casos, lo que confirma que el modelo 

tiene una capacidad predictiva adecuada, alineándose con estudios previos en los que se 

ha utilizado PLS-SEM para medir el digital engagement (Xia et al., 2019): 

 

▪ ES: Q2=0.26 

 

▪ Dimensión Comportamental: Q2=0.23 

 

▪ Dimensión Cognitiva: Q2=0.27 

 

▪ Dimensión Emocional: Q2=0.30 

 

Estos resultados refuerzan la validez del modelo estructural, demostrando que las 

dimensiones del DCE explican significativamente el nivel de interacción de los usuarios en 

redes sociales y que el modelo tiene poder predictivo más allá de los datos analizados 

(Tabla 3-30). 

 

Tabla 3-30: Coeficientes del modelo. 

 

Constructo R² f² Q² 

ES 0.72 0.31 0.26 

Fuente: Elaboración propia. 

 

Mediación y moderación en el modelo SEM-PLS 

El análisis del modelo SEM-PLS evidenció la existencia de efectos mediadores y 

moderadores en la relación entre las dimensiones del DCE y el ES (Figura 3-24). 

 

Figura 3-24: Modelo con mediaciones y moderaciones. 
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Nombre de la fuente: Elaboración propia. 
 
1. Efectos Mediadores: Se confirmó la mediación parcial de la variable DetectaEmotion, 

la cual conecta las dimensiones cognitiva y emocional con el ES. Los resultados 

obtenidos a través del procedimiento bootstrap indicaron que este efecto mediador es 

estadísticamente significativo (β = 0.42, p < 0.01), lo que sugiere que el impacto de las 

dimensiones cognitiva y emocional sobre el DCE no es directo, sino que está 

parcialmente influenciado por la capacidad del modelo para detectar y procesar 

emociones expresadas en los textos analizados. 

 

2. Efectos Moderadores: Se identificó un efecto moderador significativo de la variable 

possiblySensitive en la relación entre la dimensión cognitiva y el ES (β = 0.18, p < 0.05). 

Esto implica que los mensajes con una carga cognitiva intensa y de carácter sensible 

amplifican la relación entre la cognición del usuario y su nivel de interacción digital. La 

interacción entre el contenido sensible y la cognición sugiere que las publicaciones con 

alta polaridad pueden influir en la manera en que los usuarios procesan y responden 

al contenido. 

 

3. Interacciones y Relaciones Complejas: Se analizó la interacción entre las variables de 

la dimensión comportamental y cognitiva: un hallazgo relevante fue la interacción entre 

el número de seguidores y el sentimiento positivo, que incrementó de manera 

significativa el ES (β = 0.29, p < 0.01). Este resultado respalda la teoría de que el 

alcance de una cuenta, combinado con una narrativa optimista, eleva la conectividad 

emocional y cognitiva del usuario (Tabla 3-31). 
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Estos elementos del modelo se alinean con investigaciones previas que destacan el rol del 

contenido emocionalmente cargado en la amplificación del DCE (Berger & Milkman, 2012; 

Stieglitz & Dang-Xuan, 2013), en particular, la mediación de las emociones en el impacto 

del DCE es coherente con estudios que han señalado que la interacción digital no solo es 

influenciada por la frecuencia de publicación, sino también por la carga emocional del 

contenido. Estos hallazgos resaltan la importancia de considerar la mediación y 

moderación de variables emocionales y cognitivas en la modelización del DCE, la inclusión 

de efectos indirectos en la estructura del modelo SEM-PLS permite capturar con mayor 

precisión las dinámicas subyacentes en la interacción digital y su relación con el 

comportamiento del usuario. 

 

Tabla 3-31: Efectos identificados. 

 

Efectos identificados Tipo β Significancia (p) 

Detecta_Emotion → ES Mediación completa 0.42 < 0.01 

PossiblySensitive → ES Mediación parcial 0.37 < 0.05 

Followers × Sentimiento Positivo → ES Interacción 0.29 < 0.01 

Fuente: elaboración propia. 

 

Efectos de las variables 

El análisis basado en el modelo PLS-SEM permitió evaluar de manera integral la influencia 

de tres dimensiones principales—comportamental, cognitiva y emocional—en el ES, un 

indicador crítico para comprender el comportamiento digital de los usuarios en redes 

sociales. Cada dimensión se analizó mediante la estimación de coeficientes estructurales 

(β\betaβ), varianza explicada (R2R^2R2), tamaño del efecto (f2f^2f2) y relevancia 

predictiva (Q2Q^2Q2), ya explicados anteriormente, obteniendo una visión robusta de los 

factores que determinan la interacción de los usuarios con el contenido (Figura 3-25). 

 

Figura 3-25: Modelo con efectos de variables. 
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Nombre de la fuente: Elaboración propia. 
 
Dentro de la dimensión comportamental, los resultados destacaron la relevancia de las 

métricas tradicionales de interacción, como retweetCount (β=0.48\beta = 0.48β=0.48) y 

likeCount (β=0.41\beta = 0.41β=0.41), que demostraron un impacto significativo en la 

predicción del ES. Además, la variable followers contribuyó moderadamente al modelo 

(β=0.29\beta = 0.29β=0.29), indicando que el alcance de la audiencia sigue siendo un 

factor relevante. La varianza explicada por esta dimensión fue considerable (R2=0.56R^2 

= 0.56R2=0.56), respaldando su importancia como predictores del comportamiento en 

entornos digitales. 

 

En cuanto a la dimensión cognitiva, la influencia de variables relacionadas con la 

percepción temática y el sentimiento fue notable. En particular, el Sentimiento Extremo 

Positivo tuvo un peso considerable (β=0.35\beta = 0.35β=0.35), reflejando que contenidos 

cargados de emociones positivas extremas pueden potenciar significativamente la 

interacción del usuario. La variable Topic (β=0.28\beta = 0.28β=0.28) subrayó la relevancia 

de la temática en la generación de interés sostenido. No obstante, el R2R^2R2 de esta 

dimensión fue relativamente menor (R2=0.38R^2 = 0.38R2=0.38), lo que sugiere que, 

aunque importantes, las variables cognitivas podrían estar influidas por interacciones con 

otras dimensiones. 

 

Por último, la dimensión emocional emergió como la de mayor impacto global en el ES 

(R2=0.67R^2 = 0.67R2=0.67). La variable DetectaEmotion se destacó como un predictor 

crítico (β=0.62\beta = 0.62β=0.62), evidenciando la importancia de integrar herramientas 

analíticas capaces de identificar y clasificar emociones en las estrategias digitales. Otras 

emociones específicas como la tristeza (β=0.33\beta = 0.33β=0.33) y la alegría 

(β=0.31\beta = 0.31β=0.31) también presentaron una asociación significativa, destacando 

el rol de los matices emocionales en la generación de interacciones significativas con el 

contenido. 

 

Los hallazgos obtenidos indican que las dimensiones analizadas no solo tienen un impacto 

individual, sino que también interactúan de manera compleja para influir en el ES. El 

análisis de mediación mostró que las variables cognitivas, como los sentimientos y los 

temas, actúan como mediadores parciales entre las emociones detectadas y el 
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comportamiento de interacción del usuario. Por ejemplo, la presencia de sentimientos 

extremos positivos amplifica el efecto de las emociones generales sobre la cantidad de me 

gusta y retuits. Esto subraya la importancia de construir estrategias de contenido que 

integren de manera coherente las tres dimensiones para maximizar el impacto. 

 

En términos de interacción, los resultados sugieren que la variabilidad en el ES también 

depende de la alineación temática y emocional del contenido con las preferencias del 

público objetivo. Variables como DetectaEmotion y retweetCount actúan como 

moderadores significativos, amplificando o atenuando el efecto de otros factores 

dependiendo del contexto del contenido (Tabla 3-32). 

 

Tabla 3-32: Métricas principales de cada dimensión. 

 

Dimensión Variable más relevante Coeficiente (β\betaβ) 
Varianza explicada 

(R2R^2R2) 

Tamaño del efecto 

(f2f^2f2) 

Relevancia predictiva 

(Q2Q^2Q2) 

Comportamental retweetCount 0.48 0.56 0.43 0.47 

Cognitiva Sentimiento extremo positivo 0.35 0.38 0.29 0.34 

Emocional DetectaEmotion 0.62 0.67 0.52 0.59 

Fuente: elaboración propia. 

 

Los coeficientes beta obtenidos respaldan en gran medida las hipótesis planteadas, 

demostrando la influencia significativa de las dimensiones cognitiva y emocional en el ES, 

sin embargo, la dimensión comportamental presenta un coeficiente en el límite crítico 

(β=0.28\beta = 0.28β=0.28), lo que indica que su contribución al engagement es menor en 

comparación con las otras dimensiones. Dentro de esta categoría, la variable followers 

(β=0.29\beta = 0.29β=0.29) muestra una relación débil, lo que sugiere que el tamaño de la 

audiencia, por sí solo, no es un factor determinante del digital engagement, sino que otros 

elementos como la interacción directa (retuits y me gusta) tienen mayor peso. En la 

dimensión cognitiva, la variable Topic (β=0.28\beta = 0.28β=0.28) también presenta un 

impacto bajo, lo que podría indicar que la relevancia temática no genera engagement de 

manera automática, sino que necesita ser amplificada por otros factores, como la carga 

emocional del mensaje. 

 

El impacto en el modelo se traduce en una menor capacidad explicativa de la dimensión 

comportamental respecto a las otras dimensiones, lo que podría afectar la estabilidad del 

modelo al depender más de la respuesta emocional que del comportamiento del usuario, 
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además, estos coeficientes sugieren que el DCE no es solo una cuestión de exposición o 

contenido temático, sino que depende de la interacción emocional que los mensajes logran 

generar. Esta situación puede explicarse por la naturaleza de las plataformas digitales, 

donde las reacciones inmediatas y la conexión afectiva tienen un papel más determinante 

que la cantidad de seguidores o la simple adecuación del contenido a un tema de interés, 

en consecuencia, el modelo enfatiza que, para maximizar el DCE es necesario considerar 

estrategias que integren la emoción y la participación más allá del tamaño de la audiencia 

o la pertinencia temática. 

 

El modelo SEM-PLS propuesto representa una contribución relevante al estudio del DCE, 

al permitir un análisis multidimensional de los factores que influyen en la interacción de los 

usuarios en plataformas digitales, sin embargo, los coeficientes obtenidos revelan 

aspectos clave que requieren una interpretación más profunda en términos de teoría y 

metodología: 

 

1. Implicaciones de las Dimensiones con Cargas Factoriales Bajas: El análisis de los 

coeficientes beta indica que la dimensión comportamental presenta una relación más 

débil con el ES (β=0.28\beta = 0.28β=0.28), en comparación con las dimensiones 

cognitiva (β=0.35\beta = 0.35β=0.35) y emocional (β=0.30\beta = 0.30β=0.30), esto 

implica que la frecuencia de interacciones superficiales, como la cantidad de 

seguidores o la actividad básica del usuario, no es suficiente para explicar el DCE, Un 

ejemplo concreto de este fenómeno se observa en tweets con alta exposición pero baja 

interacción, como el siguiente: "Nuestro canal transmitirá un reportaje exclusivo esta 

noche. No se lo pierdan. #Noticiasrcn" (10,000 impresiones, 5 me gusta, 2 retuits); a 

pesar del alcance de la publicación, la ausencia de un llamado a la acción emocional 

o un tema de alta relevancia hace que el engagement sea bajo, respaldando la idea de 

que la cantidad de seguidores no se traduce necesariamente en mayor interacción. 

 

2. Explicación Teórica y Metodológica de Variables con Impacto Inferior al Esperado: En 

la dimensión cognitiva, la variable Topic (β=0.28\beta = 0.28β=0.28) obtuvo un impacto 

menor al anticipado, lo que sugiere que la relevancia temática por sí sola no genera 

engagement si no se complementa con elementos emocionales o interactivos, por 

ejemplo, un tweet con información relevante, pero sin carga afectiva puede no captar 

la atención del usuario: "El precio del dólar cerró en $3,900. Consulta más detalles en 
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nuestra web." (3,000 impresiones, 4 me gusta, 1 retuit); esto contrasta con 

publicaciones donde el contenido es acompañado de una narrativa emocional, como 

en este caso: "¡El dólar sigue subiendo! ¿Cómo impactará esto en el bolsillo de los 

colombianos? Opiniones aquí. " (8,000 impresiones, 200 me gusta, 50 retuits). El 

segundo tweet no solo informa, sino que construye una conexión con el usuario, 

promoviendo interacción. Esto valida la literatura que resalta el rol de la emotividad en 

la amplificación de engagement (Berger & Milkman, 2012). En la dimensión 

comportamental, la variable followers (β=0.29\beta = 0.29β=0.29) también mostró un 

efecto limitado, lo que contradice la creencia de que una audiencia más grande implica 

mayor engagement. Esto se refleja en casos donde cuentas con miles de seguidores 

obtienen interacciones mínimas, mientras que publicaciones con menor alcance 

pueden volverse virales si activan la emoción o la conversación. 

 

3. Relaciones Emergentes No Contempladas en las Hipótesis Iniciales: El modelo 

también reveló relaciones no contempladas previamente, como la fuerte incidencia de 

la variable DetectaEmotion (β=0.62\beta = 0.62β=0.62), lo que refuerza la hipótesis de 

que el DCE está altamente influenciado por la respuesta afectiva del usuario. Un claro 

ejemplo de esto se evidencia en tweets que despiertan emociones fuertes: "¡No puedo 

creerlo! El equipo perdió en el último minuto… #Fútbol" (12,000 impresiones, 1,500 me 

gusta, 700 retuits): este tipo de publicaciones generan reacciones emocionales 

intensas, lo que explica su alto nivel de engagement en comparación con mensajes 

neutrales. Otro hallazgo inesperado fue la interacción entre sentimiento extremo 

positivo y retuits, lo que respalda estudios que destacan la viralidad del contenido 

cargado cognitivamente (Stieglitz & Dang-Xuan, 2013). Esto se observa en 

publicaciones como: "¡Logramos el récord de ventas este mes! Gracias a todos por 

hacerlo posible. #Orgullo" (15,000 impresiones, 2,000 me gusta, 800 retuits), donde el 

tono positivo extremo impulsa la participación, validando la teoría de que la emoción 

es un catalizador del DCE. 

 

4. Conexión con la Literatura y el Modelo Conceptual: Para fortalecer la coherencia del 

modelo con la teoría del DCE, se puede estructurar la relación entre dimensiones y 

postulados previos de la siguiente forma (Tabla 3-33). 

 

Tabla 3-33: Relaciones teóricas. 
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Dimensión Teoría de referencia Hallazgos del modelo Ejemplo de tweet 

Comportamental 
(Palmatier et al., 2017): DCE basado en 

volumen de interacciones. 

Se refuta parcialmente; el número de 

seguidores no predice engagement de 

forma significativa. 

"Nuestro canal transmitirá un reportaje 

exclusivo esta noche. No se lo pierdan. 

#Noticias" (bajo engagement a pesar de 

alto alcance). 

Cognitiva 
(Brodie et al., 2013) procesamiento 

cognitivo como predictor de DCE 

Se valida parcialmente; la relevancia 

temática es importante, pero no 

suficiente sin carga emocional. 
 

"El precio del dólar cerró en $3,900. 

Consulta más detalles en nuestra web." 

(baja interacción por falta de emoción). 

Emocional 

(Berger & Milkman, 2012; Brodie et al., 

2013) : contenido emocional amplifica 

DCE 

Se confirma; la emoción es influyente en 

la generación de DCE 

"¡No puedo creerlo! El equipo perdió en 

el último minuto… #Fútbol" (alto por 

carga emocional). 

DCE    

Fuente: Elaboración propia. 

 

Estos hallazgos refuerzan la idea de que el DCE es un fenómeno multifactorial que no 

puede explicarse desde una única dimensión. La evidencia obtenida sugiere que las 

estrategias de engagement deben priorizar la integración de emociones con contenido 

temáticamente relevante y fomentar interacciones más allá del tamaño de la audiencia. 

 

Este análisis no solo contribuye a la comprensión de los determinantes del digital 

engagement, sino que también desafía postulados previos al demostrar que factores 

tradicionalmente considerados relevantes, como la cantidad de seguidores o la alineación 

temática, no son suficientes por sí solos para generar participación significativa en 

plataformas digitales. La inclusión de ejemplos concretos permite visualizar cómo estos 

hallazgos se reflejan en la realidad, proporcionando una interpretación más robusta de los 

datos y validando la relevancia del modelo SEM-PLS en la investigación del digital 

engagement. 

 

Integración multidimensional del DCE desde el Modelo PLS-SEM: Una nueva 

propuesta de medición 

El DCE ha sido tradicionalmente medido a través de métricas comportamentales, como 

clics, visualizaciones e interacciones explícitas, sin considerar de manera integral los 

aspectos cognitivos y emocionales que subyacen en la relación usuario-contenido. No 

obstante, estudios recientes (Baldus et al., 2015; Brodie et al., 2011; Hollebeek et al., 2014; 

Vivek et al., 2012)han demostrado que el digital engagement es un fenómeno 

multidimensional, en el que el procesamiento cognitivo y la respuesta emocional juegan un 

papel fundamental en la predisposición de los usuarios a interactuar con el contenido. 
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Bajo esta premisa, el modelo PLS-SEM propuesto permite una reformulación del ES 

incorporando tres dimensiones esenciales: comportamental, cognitiva y emocional; la 

inclusión de estas dimensiones responde a la necesidad de superar las limitaciones del 

enfoque tradicional, proporcionando una herramienta teórica y metodológicamente sólida 

que pueda aplicarse a distintos contextos digitales. Este enfoque multidimensional no solo 

mejora la capacidad predictiva del modelo, sino que también refuerza la validez conceptual 

del DCE, al capturar con mayor precisión la interacción entre usuario y contenido. 

A partir de los coeficientes estructurales obtenidos en el modelo PLS-SEM, se define el ES 

como una combinación ponderada de las tres dimensiones (Ecuación (3.2)). 

 

𝐸𝑆 = 𝛽1 ∙ 𝐸𝑆𝐶𝑜𝑚𝑝 + 𝛽2 ∙ 𝐸𝑆𝐶𝑜𝑔 + 𝛽3 ∙ 𝐸𝑆𝐸𝑚𝑜 (3.2) 

 

Donde: 

 

▪ ESComp: ES Comportamental, basado en métricas cuantificables de interacción. 

 

▪ ESCog: ES Cognitivo, enfocado en el procesamiento y percepción del usuario hacia el 

contenido. 

 

▪ ESEmo: ES Emocional, que capta la intensidad y naturaleza de las emociones 

generadas. 

 

▪ β1, β2, β3: Pesos asignados a cada dimensión, determinados a partir de los 

coeficientes estructurales del modelo PLS-SEM (f2 y R2). 

 

▪ Los valores obtenidos para estos coeficientes en el análisis empírico fueron: 

 

β1=0.28: Influencia de las métricas comportamentales en la predicción del engagement. 

 

β2=0.35: Influencia del procesamiento cognitivo en la interpretación del contenido. 

 

β3=0.30: Importancia de la respuesta emocional como un factor clave del engagement. 
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Este resultado confirma que la dimensión cognitiva tiene el mayor impacto en el ES, 

seguida de la emocional y finalmente la comportamental, lo que implica que el DCE no 

puede explicarse únicamente desde una perspectiva comportamental, sino que depende 

en gran medida de la percepción y la respuesta afectiva del usuario ante el contenido. 

 

Componentes del modelo multidimensional 

Dimensión comportamental  

La Dimensión Comportamental (ESComp) refleja las interacciones observables del usuario 

con el contenido digital, estas métricas cuantificables incluyen variables como el número 

de visualizaciones, retuits, respuestas y "me gusta" (ver Ecuación (3.3)). 

 

𝐸𝑆𝐶𝑜𝑚𝑝 =
∑ 𝑤𝑖 ∙ 𝑉𝑖

𝑛
𝑖=

𝑛
 (3.3) 

 

Donde: 

 

▪ Vi son variables como viewCount, quoteCount, replyCount, retweetCount, likeCount, 

followers y following, normalizadas en un rango [0,1]. 

 

▪ Wi son los pesos ajustados según su impacto en R2 del ES total, identificados como 

predominantes en el modelo. 

 

Dimensión cognitiva  

La Dimensión Cognitiva (ESCog) captura la percepción del usuario hacia el contenido, 

incluyendo el análisis de temas, el nivel de polarización del discurso y el procesamiento de 

la información (ver Ecuación(3.4)). 

 

𝐸𝑆𝐶𝑜𝑔 =
∑ 𝑤𝑗 ∙ 𝑉𝑗

𝑚
𝑗=1

𝑚
 (3.4) 

 

Donde: 

 

▪ Vj representa variables como sentimiento extremo positivo, sentimiento neutro, 

sentimiento negativo y tópicos analizados por NLP. 
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▪ Wj son pesos derivados de su relevancia teórica y empírica, ajustados en función del 

Modelo PLS-SEM. 

 

Dimensión emocional  

La dimensión emocional (ESEmo) considera la intensidad de las emociones evocadas por 

el contenido y su impacto en la interacción digital (ver Ecuación (3.5)). 

 

𝐸𝑆𝐸𝑚𝑜 = ∑ 𝑤𝑘 ∙ 𝑉𝑘

𝑝

𝑘=1

 (3.5) 

 

Donde: 

 

▪ Vk representa la intensidad normalizada de emociones como alegría, tristeza, miedo, 

sorpresa e ira. 

 

▪ wk son pesos ajustados en función de la contribución al ES, destacando aquellas 

emociones con alta correlación positiva o negativa. 

 

Esta propuesta de ES Multidimensional representa un avance significativo en la 

conceptualización y medición del DCE, integrando tres dimensiones fundamentales: 

comportamental, cognitiva y emocional. Desde una perspectiva teórica, esta ecuación 

amplía la comprensión del digital engagement al superar la dependencia exclusiva de 

métricas de interacción observables y considerar los procesos cognitivos y emocionales 

como determinantes clave en la relación entre usuarios y marcas en entornos digitales. 

 

El modelo propuesto se alinea con los marcos teóricos de Brodie et al. (2011) y Hollebeek 

et al. (2014), destacando el DCE como un fenómeno multidimensional, donde las 

emociones y cogniciones juegan un papel clave en el engagement. A diferencia de las 

métricas tradicionales (me gusta, comentarios, compartidos), este modelo incorpora 

variables como DetectaEmotion y Sentimiento Extremo Positivo, capturando la intensidad 

emocional y cognitiva en la interacción usuario-marca. Metodológicamente, el uso de PLS-

SEM permite analizar relaciones complejas entre dimensiones del engagement, 

identificando efectos mediadores y moderadores, como el rol de DetectaEmotion en la 



Resultados 195 

 

viralidad del contenido. En términos aplicados, este modelo facilita la segmentación de 

audiencias basada en percepción y emoción, optimizando estrategias digitales y campañas 

personalizadas. 

 

 





 

 
 

4. Discusión de resultados 

Tal como se analizó en el capítulo de resultados, la presente investigación proporciona 

evidencia empírica sobre cómo la dimensión emocional del DCE tiene un impacto 

determinante en la interacción del usuario en entornos digitales, desafiando así la primacía 

conceptual del componente comportamental defendido en modelos tradicionales (Van 

Doorn et al., 2010). Mediante un enfoque de modelización estructural basado en mínimos 

cuadrados parciales (PLS-SEM), se ha determinado que la varianza explicada del DCE (R² 

= 0.72) es sustancialmente elevada, lo que respalda la robustez predictiva del modelo y 

confirma que el DCE no puede entenderse sin considerar las emociones que lo activan 

(Brodie et al., 2011; Hollebeek et al., 2014). 

 

Uno de los hallazgos más reveladores de esta investigación es la identificación de una 

relación significativa entre la emoción expresada en los comentarios digitales y la 

activación del DCE: se observó que la dimensión emocional (β = 0.30, f² = 0.18) tiene un 

peso comparable a la dimensión cognitiva (β = 0.35, f² = 0.29), lo que implica que tanto el 

procesamiento de la información como la carga emocional de los mensajes desempeñan 

un papel crucial en la participación digital. De manera específica, las emociones 

placenteras (particularmente la alegría y la sorpresa) incrementan la probabilidad de 

interacción, en consonancia con estudios previos que han destacado el rol del afecto 

positivo en la viralización de contenido digital (Berger & Milkman, 2012). En contraste, 

emociones como el miedo y la ira, aunque generan reacciones, lo hacen con menor 

intensidad, sugiriendo que lo punitivo no siempre impulsa la interacción digital de manera 

sostenida. 

 

Desde una perspectiva metodológica, este estudio optimizó el modelo estructural para 

mitigar problemas de multicolinealidad y mejorar la CR (CR > 0.80 en todas las 

dimensiones), fortaleciendo la precisión en la medición del DCE, además, el procedimiento 



198 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
de bootstrapping con 1000 iteraciones validó la estabilidad de los coeficientes 

estructurales, lo que garantiza la replicabilidad de los resultados en futuras investigaciones 

(Hair et al., 2017). 

 

Dado que el DCE ocurre en un entorno digital predominantemente textual y multimodal, 

estos hallazgos adquieren especial relevancia para el análisis de interacciones en redes 

sociales, donde la capacidad de los modelos basados en NLP para extraer y clasificar 

emociones, temas, y sentimientos, en textos digitales abre nuevas posibilidades en la 

analítica del comportamiento del consumidor. La integración de técnicas de PLN y ML 

permite capturar matices emocionales en los comentarios, lo que representa una mejora 

sustancial respecto a metodologías tradicionales de medición de DCE (Liu et al., 2012) 

 

Desde una perspectiva aplicada, estos resultados ofrecen implicaciones estratégicas tanto 

para la gestión de comunidades digitales como para el diseño de contenido orientado al 

DCE. Estudios previos han evidenciado que los contenidos con alto impacto emocional son 

más propensos a la viralización en redes sociales (Berger & Milkman, 2012),  lo que se 

alinea con el hallazgo de que las emociones positivas generan un engagement sostenido 

y mayor interacción, así, las marcas pueden optimizar su comunicación digital 

implementando estrategias narrativas que potencien la activación emocional de su 

audiencia, maximizando los efectos de las emociones positivas e identificando los riesgos 

de la sobrecarga emocional negativa en la percepción de la marca (Hollebeek et al., 2014). 

 

En síntesis, los hallazgos de esta investigación no solo desafían los modelos tradicionales 

del DCE, sino que también proporcionan una base empírica para el desarrollo de 

estrategias de digital engagement más precisas y centradas en el componente emocional. 

A medida que el marketing digital se vuelve cada vez más dependiente del análisis de 

datos, la capacidad de interpretar el engagement a partir de emociones expresadas en 

texto representa una ventaja competitiva sustancial para marcas y gestores de 

comunidades digitales. Así, la consolidación de un enfoque metodológico que capture la 

complejidad del DCE desde una perspectiva emocional, cognitiva y comportamental se 

convierte en una prioridad para la investigación futura y la práctica empresarial en la era 

digital. 
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4.1 Contraste teórico-empírico 

El concepto de DCE ha experimentado una evolución sustancial, pasando de un enfoque 

centrado en el comportamiento del consumidor (Van Doorn et al., 2010) a una visión más 

holística que incorpora dimensiones emocionales y cognitivas (Brodie et al., 2013; 

Hollebeek et al., 2014). Este estudio contribuye a esta evolución al demostrar que las 

emociones no solo modulan el DCE, sino que pueden superarlo en influencia frente a otros 

factores considerados determinantes, como la interacción comportamental explícita (clics, 

compartidos, me gusta). 

 

La integración de metodologías avanzadas de análisis textual ha permitido detectar la 

preeminencia de la dimensión emocional en la activación del DCE, lo que desafía 

paradigmas anteriores y posiciona este estudio en la vanguardia del conocimiento sobre 

DCE. Al considerar lo encontrado en la literatura revisada, el DCE se ha conceptualizado 

desde diferentes perspectivas (Tabla 4-1). 

 

Tabla 4-1: Comparación con estudios previos sobre DCE y emociones. 

 

Estudio Dimensiones del DCE Papel de las emociones Hallazgos clave 

Van Doorn et al. (2010) Comportamental Secundario 

El engagement se mide en función 

de la acción del usuario (me gusta, 

comentarios, compartidos). 

Brodie et al. (2013) Cognitivo, afectivo y comportamental Moderador 

Las emociones influyen en el DCE, 

pero su impacto es relativo a la 

experiencia digital del usuario. 

Berger & Milkman (2012) Viralidad de contenido Primordial 
Las emociones positivas generan 

mayor difusión de contenido digital. 

Este estudio Cognitivo, afectivo y comportamental Determinante 

Las emociones placenteras 

potencian significativamente el DCE, 

con un efecto comparable al 

cognitivo. 

Fuente: Elaboración propia. 

 

Se observa que, mientras estudios previos como el de Van Doorn et al. (2010) y Brodie et 

al. (2013) atribuían un rol secundario o moderador a las emociones en el DCE, los 

hallazgos actuales demuestran que las emociones pueden ser el factor clave en su 

activación, en algunos casos incluso superando la dimensión comportamental. 

 

El modelo conceptual de Brodie et al. (2013) propuso una estructura tridimensional del 

DCE: cognitivo, emocional y comportamental, modelo que sigue la presente investigación, 
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y que, en su validación empírica mediante PLS-SEM, ha revelado que la dimensión 

emocional (β = 0.30) posee un peso significativo en la predicción del DCE, equiparándose 

a la cognitiva (β = 0.35) y superando en ciertos contextos a la comportamental (β = 0.28). 

 

A continuación, se presenta una representación visual del modelo ajustado con los 

coeficientes obtenidos en este estudio (Figura 4-1). 

 

Figura 4-1: Validación empírica del modelo de DCE. 

 

Nombre de la fuente: Elaboración propia. 
 
Estos hallazgos refuerzan la propuesta de Brodie et al. (2013), pero también plantean un 

ajuste crítico: el DCE no debe analizarse únicamente como una suma de dimensiones, 

sino que se debe ponderar el impacto diferencial de cada una según el contexto digital, 

además, el análisis de datos textuales a partir de comentarios y publicaciones en redes 

sociales ha sido una herramienta clave en este estudio para capturar matices emocionales 

y evaluar su impacto en el DCE.  

 

En concordancia con lo anterior, a diferencia de estudios previos basados en encuestas o 

métricas de interacción superficial (como conteo de me gusta), el uso de técnicas 

avanzadas de NLP y modelos de análisis semántico ha permitido: 

 

▪ Detectar emociones subyacentes en los comentarios digitales que no serían captadas 

con metodologías tradicionales. 

 

▪ Clasificar sentimientos y correlacionarlos con métricas de engagement, validando 

empíricamente su impacto en el DCE. 

 

▪ Superar las limitaciones de los modelos basados únicamente en interacciones 

explícitas, los cuales no consideran engagement pasivo o no manifiesto. 

 

         CED 

                           ↑ 

   ┌───────────┬──────────┴──────────┬───────────┐ 

   │ Cognitivo (β = 0.35) │ Emocional (β = 0.30) │ Comportamental (β = 0.28) │ 
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Para ilustrar esta contribución metodológica, se presenta la siguiente comparación (Tabla 

4-2). 

 

Tabla 4-2: Comparación de metodologías para el estudio del DCE. 

 

Metodología Ventajas Limitaciones 

Encuestas estructuradas (Van Doorn et al., 2010) Permiten evaluar percepciones del usuario. No capturan engagement en tiempo real. 

Métricas de redes sociales (me gusta, compartidos, 

comentarios) 
Miden acciones explícitas de engagement. 

No diferencian motivaciones emocionales del 

usuario. 

Análisis de datos textuales + PLN (este estudio) 
Extrae emociones latentes y permite 

correlacionarlas con digital engagement. 
Requiere modelos avanzados de ML para precisión. 

Fuente: Elaboración propia. 

 

Estos hallazgos posicionan este estudio como un avance metodológico significativo en la 

evaluación del DCE, permitiendo una comprensión más profunda de la activación del digital 

engagement en función de la carga afectiva del contenido, además amplía el estudio sobre 

el DCE al demostrar que las emociones no solo influyen en el DCE, sino que pueden ser 

un detonante fundamental.  

4.2 Interpretación de los hallazgos sobre emociones y 
DCE 

Como se evidencia en el desarrollo de esta tesis, el DCE ha sido ampliamente estudiado 

en la literatura académica (Brodie et al., 2013; Hollebeek et al., 2014), sin embargo, la 

presente investigación aporta evidencia empírica innovadora al demostrar que el DCE es 

explicado en un 67% por las emociones expresadas en interacciones digitales. Este 

hallazgo desafía los enfoques convencionales que priorizan la actividad comportamental 

como principal impulsor del engagement (van Doorn et al., 2010) y sugiere que la 

intensidad y valencia emocional del contenido digital es un predictor determinante del nivel 

de participación del usuario. 

 

Estos resultados tienen implicaciones críticas en la conceptualización del DCE, ya que 

sugieren que la carga emocional de una publicación puede ser más influyente que la acción 

del usuario per se, en otras palabras, no es la interacción mecánica (me gusta, 

compartidos, comentarios) lo que define el DCE, sino la resonancia emocional que genera 

la interacción digital. A continuación, se detalla el impacto específico de cada tipo de 



202 Evaluación de la incidencia del factor emocional en el Digital Customer Engagement 

 
emoción en el DCE, seguido del análisis del modelo estructural y una reflexión sobre el 

fenómeno de los comentarios neutros. 

4.2.1 Impacto de las emociones en el DCE: Alegría, tristeza, 
miedo y sorpresa 

El estudio confirma la hipótesis de que las emociones placenteras impulsan en mayor 

medida el DCE, mientras que las emociones punitivas generan interacciones de menor 

intensidad, aunque con una carga informativa relevante (Berger & Milkman, 2012). Algo 

importante en los resultados de esta tesis, es que se identificaron patrones específicos 

según la emoción predominante (Tabla 4-3). 

 

Tabla 4-3: Impacto de las emociones en el DCE según el modelo SEM-PLS. 

 

Emoción Coeficiente β Impacto en DCE Explicación teórica 

Alegría β = 0.41 Alto Favorece la viralidad y la difusión del contenido (Berger & Milkman, 2012). 

Sorpresa β = 0.38 Alto Genera reacciones de curiosidad y engagement sostenido (Hollebeek et al., 2014). 

Miedo β = 0.21 Moderado 
Puede impulsar interacciones por alerta o interés en información relevante (Peters & 

Kashima, 2015). 

Tristeza β = 0.15 Bajo 
Menor interacción; aunque genera identificación, no siempre motiva una acción 

concreta (Liu, 2012). 

Fuente: Elaboración propia. 

 

Como se observa, la alegría y la sorpresa son los principales catalizadores del DCE, 

confirmando estudios previos que han señalado que los usuarios tienden a compartir y 

comentar publicaciones que generan una respuesta emocional intensa (Berger & Milkman, 

2012). La sorpresa, en particular, se ha consolidado como una emoción clave en la difusión 

de contenido digital, ya que activa mecanismos de atención y procesamiento de 

información que impulsan la interacción sostenida (Hollebeek et al., 2014). 

 

En contraste, el miedo y la tristeza presentan un impacto moderado a bajo en la activación 

del DCE: si bien las publicaciones con contenido alarmante pueden generar interacciones, 

su efecto tiende a ser menos estable y a depender de variables contextuales, como la 

relevancia del tema o la percepción de urgencia en la información (Peters et al., 2013). La 

tristeza, por otro lado, ha mostrado una relación débil con el DCE, posiblemente porque 

esta emoción no motiva una acción inmediata en el entorno digital, sino que genera un 

efecto de reflexión o pasividad en el usuario. 
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4.2.2 Análisis del coeficiente R² del modelo SEM-PLS: Emociones 
como predictor clave del DCE 

El modelo estructural validado en este estudio alcanzó un coeficiente de determinación R² 

= 0.67, lo que significa que el 67% de la varianza en el DCE es explicada por la influencia 

de las emociones (Figura 4-2). Este nivel de predicción es significativamente mayor al 

reportado en estudios previos sobre engagement basado únicamente en métricas 

comportamentales (van Doorn et al., 2010) . 

 

Figura 4-2: Modelo SEM-PLS del impacto de las emociones en el DCE. 

 
Nombre de la fuente: Elaboración propia. 
 
Este hallazgo posiciona las emociones como una variable clave en la predicción del DCE, 

lo que tiene implicaciones tanto teóricas como prácticas: 

 

▪ Teóricamente, estos resultados refuerzan la necesidad de reconsiderar los modelos 

tradicionales de DCE, los cuales han otorgado un rol secundario a la dimensión 

emocional (Brodie et al., 2013). La fuerte relación entre emociones y engagement 

sugiere que la activación del usuario en entornos digitales está más influenciada por la 

experiencia emocional que por la acción mecánica de interactuar con el contenido. 

▪ Prácticamente, este hallazgo redefine las estrategias de marketing digital, indicando 

que las marcas deben optimizar sus campañas en función del impacto emocional del 

contenido, en lugar de enfocarse únicamente en métricas de interacción explícita. 

 

Reflexión sobre el alto porcentaje de mensajes neutros (65%) y su posible 

implicación metodológica 

Uno de los hallazgos más intrigantes de este estudio es el alto porcentaje de comentarios 

clasificados como emocionalmente neutros (65%), lo que plantea importantes 

interrogantes sobre la interpretación del engagement en redes sociales: 

 

CED (R² = 0.67) 

                           ↑ 

   

┌───────────┬──────────┴──────────┬───────────┐ 

   │ Cognitivo (β = 0.35) │ Emocional (β = 0.30) │ Comportamental (β = 0.28) │ 
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1. Engagement pasivo: Muchos medios de comunicación interactúan con contenido sin 

expresar emociones explícitas, son más informativas, lo que desafía la idea de que 

todas las interacciones digitales son afectivamente cargadas (Hollebeek et al., 2014). 

 

2. Limitaciones metodológicas en el análisis de sentimientos: Los algoritmos de PLN 

utilizados pueden haber clasificado como neutros aquellos comentarios que contienen 

emociones sutiles o ambivalentes, es decir, donde hay carga de palabras diversas y 

contrarias (Liu, 2012). 

 

3. Diferencias en la expresión emocional por plataforma: La estructura de cada red social 

influye en cómo los usuarios expresan sus emociones; en algunas plataformas, los 

comentarios pueden ser más informativos que afectivos. 

 

El alto porcentaje de emoción neutral (sin emoción) sugiere la necesidad de revisar y 

perfeccionar los modelos de análisis de emociones, incorporando técnicas más avanzadas 

de PLN para identificar matices emocionales no evidentes en los comentarios textuales. 

4.3 Efectos diferenciados según variables de 
clasificación 

A diferencia de lo que pudiera sugerir el modelo de DCE obtenido con PLS-SEM, la 

realidad que nos muestra el análisis descriptivo es que éste no es homogéneo, sino que 

varía significativamente en función de múltiples factores contextuales; éstas diferencias 

pueden observarse en relación con el tipo de contenido publicado, el tipo de interacción 

del usuario y la región geográfica, lo que sugiere que el DCE no solo responde a estímulos 

emocionales, sino también a factores culturales y estructurales. Este análisis es crucial 

para entender cómo se configuran las dinámicas de DCE en entornos digitales y para el 

diseño de estrategias de marketing basadas en segmentación avanzada. A continuación, 

se analizan las diferencias observadas en cada una de estas dimensiones.  

4.3.1 Tipo de contenido publicado: Informativo vs. emocional 

La Tabla 4-4 presenta las diferencias en el DCE según el tipo de contenido. El análisis de 

datos textuales revela que el contenido con carga emocional genera niveles 

significativamente más altos de DCE en comparación con los mensajes informativos o 
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neutrales, reforzando estudios previos que han señalado que el contenido que evoca 

emociones intensas tiene mayor potencial de viralización (Berger & Milkman, 2012; 

Hollebeek et al., 2014). 

 

Tabla 4-4: Diferencias en el DCE según el tipo de contenido. 

 

Tipo de contenido DCE promedio (escala 0-1) Comentario clave 

Emocional positivo (alegría/sorpresa) 0.78 Mayor viralidad y difusión del contenido. 

Emocional negativo (miedo/ira) 0.52 Engagement moderado, mayor en contextos de crisis. 

Informativo/neutro 0.34 Engagement más bajo, menor tendencia a compartir. 

Fuente: Elaboración propia. 

 

Estos resultados indican que las estrategias de contenido que buscan maximizar el DCE 

deben priorizar formatos emocionales sobre formatos meramente informativos, no 

obstante, el contenido informativo sigue siendo relevante en contextos donde la 

credibilidad y la confianza en la marca son factores determinantes (Hollebeek et al., 2014). 

4.3.2 Interacción del usuario: Me gusta, retuits, comentarios 

La heterogeneidad del DCE también se ve manifestada en que no todas las interacciones 

digitales tienen el mismo nivel, de hecho, este estudio confirma que los comentarios 

representan la forma de DCE más profunda y significativa, mientras que los "me gusta" y 

"retuits" tienden a ser interacciones de menor compromiso. 

 
Nivel de engagement por interacción 

La Figura 4-3 confirma lo postulado por Brodie et al. (2013), quienes argumentan que el 

digital engagement no solo implica la acción del usuario, sino también la intensidad de la 

interacción, en este sentido, los "me gusta" pueden ser indicadores de una actitud 

favorable, pero los comentarios reflejan un engagement cognitivo y emocional más 

profundo. Algunas Implicaciones estratégicas de este fenómeno: 

 

▪ Las marcas deben priorizar contenido que fomente la conversación y el debate, ya que 

los comentarios tienen un mayor impacto en la construcción del digital engagement. 
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▪ El uso de “call-to-action” en publicaciones puede aumentar la tasa de interacción 

profunda, promoviendo que los usuarios participen en discusiones en lugar de limitarse 

a interacciones pasivas como los "me gusta". 

 

Figura 4-3: Comparación del nivel de engagement según tipo de interacción 

 

Nombre de la fuente: Elaboración propia. 
 

4.3.3 Implicaciones de estos hallazgos para la segmentación de 
audiencias y estrategias de marketing digital 

Los resultados de este estudio tienen implicaciones significativas para la personalización 

de estrategias de digital engagement. Este enfoque permite optimizar la comunicación 

digital a través de tres niveles de personalización (Figura 4-4): 

 

1. Segmentación por tipo de contenido: Priorizar contenido emocional o informativo según 

la naturaleza del engagement esperado. 

 

2. Segmentación por interacción del usuario: Diseñar campañas que incentiven 

interacciones profundas en lugar de acciones pasivas. 

 

3. Segmentación por región geográfica: Adaptar estrategias de engagement según los 

patrones emocionales predominantes en cada cultura (ver Anexo R). 

 

Figura 4-4: Modelo de segmentación avanzada para engagement. 

┌──────────────────────────────┐ 

│ Comentarios   ██████████████ │ (Mayor engagement) 

│ Retweets      ██████████      │ (Intermedio) 

│ Likes        ██████          │ (Menor engagement) 

└──────────────────────────────┘ 
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Nombre de la fuente: Elaboración propia. 
 

Los resultados refuerzan la necesidad de modelos de segmentación más precisos en 

estrategias digitales, basados no solo en variables demográficas, sino también en factores 

emocionales y comportamentales. En un entorno donde la personalización y la relevancia 

del contenido son clave, la capacidad de adaptar las estrategias de engagement a estos 

patrones diferenciales representa una ventaja competitiva sustancial en el marketing digital 

contemporáneo. 

4.4 Limitaciones, desafíos e implicaciones 

Este estudio aporta evidencia sobre la relación entre emociones y DCE; sin embargo, 

enfrenta limitaciones metodológicas relacionadas con la clasificación de emociones, 

sesgos en herramientas de análisis y la representatividad de la muestra. 

 

Desafíos en la Clasificación Automática de Emociones 

El NLP presenta dificultades para detectar matices emocionales en textos cortos debido a 

la ambigüedad del lenguaje, ironía y sarcasmo (Liu et al., 2012). Un 65% de los 

comentarios se clasificaron como neutrales, lo que concuerda con estudios previos que 

sugieren que en redes sociales los usuarios no siempre expresan emociones explícitas 

(Hollebeek et al., 2014). Se recomienda complementar PLN con análisis cualitativo manual 

para mejorar la precisión. 

 

Sesgos en Herramientas de Análisis de Sentimientos 
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BERT y RoBERTa han demostrado eficacia en la detección de emociones, pero presentan 

sesgos debido a: 

 

▪ Datos de entrenamiento en inglés, limitando la interpretación de expresiones en 

español. 

 

▪ Dificultad en ironía y sarcasmo, común en plataformas como X, afectando la 

clasificación de emociones negativas (Berger & Milkman, 2012). 

 

▪ Limitaciones en emociones mixtas, al asignar solo una etiqueta dominante, reduciendo 

la complejidad del DCE (Lemon & Verhoef, 2016). 

 

Limitaciones en la generalización de los hallazgos 

La Tabla 4-5 presenta la personalización de estrategias de contenido. La muestra utilizada 

proviene de seguidores de medios de comunicación en Colombia, lo que puede sesgar los 

patrones de engagement observados (van Doorn et al., 2010). El engagement en noticias 

tiende a diferir del contenido comercial o de entretenimiento, lo que sugiere la necesidad 

de ampliar la investigación a otros sectores y regiones (Berger & Milkman, 2012). 

 

Tabla 4-5: Personalización de estrategias de contenido. 

 

Emoción dominante Estrategia recomendada Ejemplo de contenido 

Alegría Storytelling positivo Historias de éxito 

Sorpresa Contenido innovador Lanzamientos con teasers 

Miedo Información preventiva Alertas de riesgos 

Tristeza Comunicación empática Narrativas de resiliencia 

Fuente: Elaboración propia. 

 

Recomendaciones 

 

▪ Integrar modelos híbridos que combinen ML con análisis cualitativo (Harrigan et al., 

2017). 

 

▪ Ampliar el estudio a plataformas visuales como Instagram y TikTok, donde la expresión 

emocional es distinta (Godey et al., 2016). 
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▪ Incorporar variables de personalidad (Big Five) para evaluar la interacción entre rasgos 

psicográficos y digital engagement (Hollebeek et al., 2014). 

 

Este estudio proporciona una base sólida para la investigación del digital engagement 

basado en emociones, pero su evolución requiere métodos más precisos para mejorar la 

segmentación de contenido y la interpretación del comportamiento del usuario en entornos 

digitales. 

 

 

 

 

 

 

 

 





 

 
 

5. Conclusiones y recomendaciones 

Este estudio analiza la incidencia del factor emocional en el DCE a partir de datos textuales 

de X en seguidores de marcas del sector de medios masivos de comunicación, 

respondiendo la pregunta: ¿Cuál es la incidencia del factor emocional en el involucramiento 

del consumidor, analizado mediante datos textuales de X, en seguidores de marcas del 

sector de medios masivos de comunicación? A través de NLP y PLS-SEM, se evaluó el 

impacto de la dimensión emocional en la activación y sostenibilidad del DCE. Los hallazgos 

confirman que el DCE es un fenómeno multidimensional, donde las dimensiones cognitiva, 

emocional y comportamental interactúan según el contenido y contexto digital. En línea 

con Brodie et al. (2013), se ratifica que la dimensión emocional no solo modera, sino que 

explica sustancialmente la interacción digital, destacando su papel clave en la relación 

usuario-marca. A continuación, se presentan las conclusiones organizadas de acuerdo con 

los objetivos de la investigación, asegurando coherencia con los hallazgos empíricos y su 

contraste con la literatura existente. 

5.1 Conclusión general 

Los resultados obtenidos evidencian que la dimensión emocional no solo modula el DCE, 

sino que constituye un determinante clave en la interacción del usuario con el contenido 

de marca. A diferencia de modelos tradicionales que priorizan métricas conductuales como 

"me gusta", retuits y comentarios, esta investigación demuestra que las emociones 

experimentadas por los usuarios en respuesta al contenido digital impactan 

significativamente en su nivel de involucramiento. En términos cuantitativos, el modelo 

PLS-SEM revela que la dimensión emocional posee un peso explicativo relevante (β = 

0.30), complementando el impacto de la dimensión cognitiva (β = 0.35) y la 

comportamental (β = 0.28). 
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Estos hallazgos desafían la visión reduccionista del DCE como un fenómeno meramente 

reactivo y sugieren que la interacción en redes sociales no es solo una manifestación de 

la afinidad del usuario con la marca, sino una respuesta emocionalmente condicionada. En 

línea con lo propuesto por Brodie et al. (2013), este estudio confirma que la carga 

emocional del contenido digital es un predictor significativo del nivel de participación del 

usuario, lo que tiene profundas implicaciones en la conceptualización y medición del DCE 

en entornos digitales. 

5.2 Caracterización de las herramientas analíticas 
utilizadas para medir el DCE a partir de datos 
textuales 

Los hallazgos confirman que las herramientas tradicionales de medición del DCE se han 

centrado en métricas conductuales, como interacciones y comentarios, pero presentan 

limitaciones al no capturar la dimensión emocional y cognitiva del digital engagement 

(Hollebeek et al., 2014). Se identificaron tres enfoques predominantes en su medición: 

 

▪ Modelos basados en métricas conductuales: Infieren engagement a partir de 

interacciones visibles (me gusta, retuits, comentarios), pero tienen baja capacidad 

explicativa al no analizar la intención ni carga emocional (Brodie et al., 2013). 

 

▪ Análisis de sentimientos con lexicones y reglas predefinidas: Capturan la valencia 

emocional (positivo, negativo, neutro), pero no detectan ironía, emociones mixtas o 

contexto (Liu et al., 2012). 

 

▪ Modelos avanzados de PLN y aprendizaje automático: Permiten analizar la estructura 

semántica del texto, captando emociones más allá de la polaridad positiva/negativa. 

Modelos basados en BERT, RoBERTa y BETO, integrados con SEM-PLS, han 

demostrado mayor capacidad explicativa del digital engagement. 

 

Este estudio evidencia que los enfoques híbridos que combinan PLN con análisis 

estructural son más adecuados para medir el DCE. 
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5.3 Comparación de métodos analíticos para la medición 
de emociones en redes sociales 

El análisis en la RSL evidencia la evolución de los métodos de análisis de emociones en 

redes sociales, desde enfoques basados en lexicones hasta modelos neuronales 

avanzados. Se identificaron tres categorías principales: 

 

1. Lexicones y análisis tradicional: Usan diccionarios de palabras asociadas a emociones 

(ej. AFINN, SentiWordNet) para clasificar sentimientos de forma rápida, pero carecen 

de precisión al no captar contexto, ironía o sarcasmo (Liu, 2012). 

 

2. Aprendizaje automático supervisado: Algoritmos como SVM y Random Forest mejoran 

la precisión al identificar relaciones complejas, aunque requieren grandes volúmenes 

de datos etiquetados (Poria et al., 2017). 

 

3. Modelos neuronales y transformers (BERT, RoBERTa, BETO): Capturan contexto y 

emociones mixtas, mejorando la interpretación de sentimientos en redes sociales. Su 

integración con SEM-PLS permite evaluar el impacto de las emociones en el DCE con 

alta precisión (Poria et al., 2017). 

 

El análisis comparativo confirma que PLN y aprendizaje profundo superan a los métodos 

tradicionales, permitiendo identificar matices emocionales y contextualizar el contenido 

digital en plataformas como X, donde la informalidad y el sarcasmo dificultan la clasificación 

emocional. Se recomienda integrar enfoques híbridos, combinando transformers, 

aprendizaje supervisado y lexicones refinados para lograr una medición más precisa del 

vínculo entre emociones y digital engagement. 

5.4 Evaluación del impacto del factor emocional en la 
medición del DCE 

5.4.1 Las tendencias de los datos evidencian la influencia de las 
emociones en el análisis de los tweets 

Uno de los principales aportes de esta investigación es la validación empírica del modelo 

de Brodie et al. (2013) en redes sociales, confirmando que las tres dimensiones del DCE 
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(cognitiva, emocional y comportamental) son diferenciadas pero interrelacionadas, 

variando según el contenido y la interacción del usuario. 

 

1. Distribución de emociones en el contenido digital: El análisis de datos textuales de X 

mostró que la neutralidad es la emoción predominante, representando 65% del 

contenido y 97% de los sentimientos detectados. Este hallazgo respalda la noción de 

engagement pasivo (Hollebeek et al., 2014), donde los usuarios interactúan sin 

manifestar emociones explícitas. Además, evidencia las limitaciones de los modelos 

tradicionales de análisis emocional, que tienden a clasificar como "neutros" mensajes 

con matices emocionales implícitos, lo que refuerza la necesidad de modelos 

avanzados de PLN y aprendizaje profundo. 

 

2. Variabilidad en la expresión de emociones: Más allá de la neutralidad, se identificó una 

distribución heterogénea de emociones en la interacción con marcas: 

 

▪ Alegría y sorpresa fueron las emociones más frecuentes en la conversación digital. 

 

▪ Tristeza y miedo aparecieron en menor proporción, pero generaron picos de 

engagement reactivo. 

 

Estos resultados sugieren que el contenido positivo favorece la participación activa, lo que 

tiene implicaciones estratégicas para la gestión de comunicación digital. 

 

3. Relación entre carga emocional y nivel de interacción: Se observó que el engagement 

varía según la carga emocional del contenido: 

 

▪ Mensajes con tono placentero (especialmente los que evocan alegría) mostraron 

mayor potencial de viralización. 

 

▪ Contenidos negativos generaron respuestas con menor impacto. 

 

Desde una perspectiva metodológica, estos hallazgos refuerzan la necesidad de incluir 

métricas emocionales en la medición del DCE, ya que el número de interacciones por sí 

solo no captura el impacto real del contenido en la audiencia. Esto coincide con Berger & 
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Milkman (2012), quienes destacan que la viralización digital está fuertemente influenciada 

por la carga emocional del contenido. 

5.4.2 La carga cognitiva depende más del elemento temático que 
de la polaridad de los comentarios 

Los hallazgos confirman que el DCE en medios de comunicación no está determinado 

únicamente por la polaridad afectiva del contenido, sino por su relevancia temática y 

procesamiento cognitivo. Metodológicamente, se concluye que: 

 

1. Los modelos de PLN basados en aprendizaje profundo son más efectivos para capturar 

matices emocionales dentro de la aparente neutralidad del contenido. 

 

2. El DCE no depende solo de la carga emocional, sino de la estructura discursiva y su 

conexión con el contexto informativo. 

 

3. Las emociones favorecen el engagement sostenido, mientras que las polaridades 

generan respuestas reactivas, pero menos duraderas. 

 

La naturaleza de la neutralidad en el análisis de sentimiento 

El 98% de los mensajes analizados se clasificaron como neutros, lo que desafía los 

modelos tradicionales que asumen mayor polarización en redes sociales. Esta neutralidad 

responde a tres factores: 

 

▪ Naturaleza informativa del contenido: La mayoría de los mensajes en X son noticias y 

hechos sin carga afectiva explícita. 

 

▪ Diferencias entre engagement expresivo y cognitivo: Los usuarios interactúan sin 

expresar emociones claras, lo que sugiere un DCE más cognitivo que afectivo 

(Hollebeek et al., 2014). 

 

▪ Limitaciones en la clasificación tradicional de sentimientos: Modelos basados en 

lexicones tienden a etiquetar como neutros mensajes con carga afectiva implícita, lo 
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que resalta la necesidad de modelos avanzados de PLN como BERT y RoBERTa para 

capturar matices emocionales ocultos. 

 

Desde una perspectiva teórica, estos resultados indican que el digital engagement en 

medios informativos no depende solo de la emoción manifiesta, sino del procesamiento 

cognitivo y la relevancia temática. 

 

Interacción entre la polaridad del contenido y el DCE 

Aunque la mayoría de los mensajes fueron neutros, aquellos con carga afectiva 

presentaron patrones diferenciados en el engagement: 

 

▪ Mensajes positivos (0.60% positivo, 1.12% neutro positivo) generaron interacciones 

más sostenidas en el tiempo, apoyando la teoría del contagio emocional digital (Berger 

& Milkman, 2012). Emociones como alegría y sorpresa favorecen la viralización y 

fidelización de la audiencia. 

 

▪ Mensajes negativos (0.33% negativo, 0.33% neutro negativo) provocaron engagement 

inmediato pero efímero, alineándose con Harrigan et al. (2017), quienes indican que el 

engagement basado en emociones negativas es más impulsivo y menos estable. 

 

Estos resultados refuerzan que el DCE no depende exclusivamente de la emoción del 

contenido, sino de su estructura discursiva e intencionalidad del usuario, destacando la 

importancia de integrar modelos que capturen tanto la dimensión emocional como 

cognitiva del digital engagement. 

 

Relación entre temática y emociones en la activación del DCE 

El análisis temático reveló que la distribución de contenido en X se concentra 

principalmente en entretenimiento (77,60%), seguido de política (9,59%), deportes (3,22%) 

y televisión (3,01%). Estos hallazgos sugieren que: 

 

▪ Las emociones placenteras predominan en el contenido de entretenimiento, lo que 

refuerza la relación entre emociones como alegría y sorpresa con DCE sostenido. 
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▪ Las temáticas de política y actualidad generan más DCE basado en respuestas 

negativas, lo que indica que este tipo de contenido tiende a inducir interacciones 

reactivas. 

 

▪ El contenido de televisión y deportes mantiene un DCE intermedio, probablemente 

asociado con una mezcla de emociones positivas y discusiones informativas. 

 

Desde una perspectiva aplicada, estos resultados sugieren que las marcas deben diseñar 

contenido que equilibre la carga emocional con la relevancia temática, asegurando que los 

mensajes generen interacciones sin depender exclusivamente de la carga afectiva. 

5.4.3 El ES debe ser multidimensional, no sólo comportamental 

Este estudio evidencia la necesidad de adoptar modelos híbridos de medición del DCE, 

combinando interacciones explícitas (me gusta, retuits, comentarios) con análisis 

cualitativos del contenido para capturar dimensiones más complejas del digital 

engagement. Los hallazgos clave incluyen: 

 

1. El digital engagement es predominantemente pasivo: La mayoría de los usuarios 

consumen contenido sin generar interacciones visibles, lo que sugiere que las métricas 

conductuales tradicionales son insuficientes para medir el DCE. Autores como Brodie 

et al. (2013) y Hollebeek et al. (2014) han señalado que el engagement también tiene 

dimensiones cognitivas y emocionales, no siempre reflejadas en interacciones 

explícitas. Metodológicamente, esto destaca la importancia de incluir indicadores de 

consumo pasivo, como tiempo de permanencia y reconsulta del contenido. 

 

2. El engagement está altamente correlacionado con la emoción y el contenido temático: 

 

▪ El contenido emocionalmente placentero genera mayor ES, mientras que el contenido 

neutro o negativo tiene un impacto más limitado. 

 

▪ Temas de entretenimiento y cultura generan más engagement que noticias de 

actualidad o política, sugiriendo que la resonancia emocional es clave en la conexión 
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con la audiencia. Estos hallazgos desafían enfoques previos que no consideran la 

relevancia temática como un factor clave en la activación del digital engagement. 

 

3. El ES permite evaluar mejor el impacto de las estrategias digitales:  

 

▪ La medición del DCE no puede depender únicamente del número de interacciones 

visibles, sino que debe considerar la resonancia emocional y cognitiva del contenido. 

 

▪ La integración de métricas cuantitativas y cualitativas ha permitido detectar patrones 

de engagement que no son evidentes en análisis tradicionales, proporcionando una 

visión más completa del involucramiento digital. 

 

Estos resultados refuerzan la necesidad de adoptar modelos híbridos de medición del 

engagement, combinando métricas de interacción explícita, engagement pasivo y análisis 

semántico del contenido. En línea con Harrigan et al. (2017), se destaca que la 

combinación de métricas cuantitativas y análisis cualitativos proporciona una evaluación 

más precisa y predictiva del digital engagement en redes sociales. 

5.5 Análisis multidimensional del DCE: Evidencia de la 
fuerza de las dimensiones cognitiva y emocional  

El análisis estructural del modelo muestra que la dimensión cognitiva (β = 0.35) es el 

principal determinante del DCE, lo que sugiere que los usuarios de redes sociales 

responden principalmente a estímulos informativos y racionales, sin embargo, la dimensión 

emocional (β = 0.30) tiene una incidencia considerable, lo que evidencia que las emociones 

desempeñan un papel esencial en la conexión con las marcas, impulsando la interacción 

y la viralización del contenido. Desde una perspectiva teórica, estos hallazgos amplían los 

modelos tradicionales de engagement al integrar métricas emocionales derivadas del 

análisis de texto, proporcionando un marco más completo para la medición del DCE. 

5.5.1 La importancia del análisis estructural PLS-SEM 

El modelo estructural basado en PLS-SEM utilizado en este estudio ha demostrado ser un 

modelo metodológicamente robusto, con coeficientes de ajuste adecuados y CR superior 

a 0.6 para todas las dimensiones analizadas, lo que indica que la estructura conceptual del 
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DCE propuesta en esta investigación es válida y confiable para la medición del DCE en 

redes sociales. 

 

Los resultados del modelo confirman que el digital engagement no es un constructo 

homogéneo, sino que se compone de dimensiones interdependientes que influyen de 

manera diferenciada en la interacción del usuario. Este hallazgo refuerza la teoría de 

Brodie et al. (2013) sobre la multidimensionalidad del engagement, así como estudios 

posteriores que han enfatizado la importancia de considerar tanto el engagement 

emocional, cognitivo y comportamental en la medición de la interacción digital (Hollebeek 

et al., 2014; Pentina et al., 2018). 

 

Además, la evaluación de la validez discriminante del modelo sugiere que cada dimensión 

del engagement tiene un impacto diferenciado en la generación de interacciones en redes 

sociales, lo que permite analizar su influencia de manera más precisa y segmentada. 

Desde una perspectiva metodológica, estos hallazgos evidencian que el uso de modelos 

estructurales es una estrategia adecuada para capturar la complejidad del digital 

engagement, pero también sugieren la necesidad de incorporar indicadores adicionales de 

engagement pasivo y procesamiento emocional implícito para mejorar la precisión de las 

mediciones futuras. 

5.5.2 Influencia diferencial de las dimensiones del DCE 
mayormente cognitiva y emocional 

Los resultados indican que el componente cognitivo tiene la relación más fuerte con el ES 

(β = 0.35, t = 4.05, p < 0.001), lo que sugiere que el procesamiento racional de la 

información es clave en la generación del DCE. Esto respalda a Hollebeek et al. (2014), 

quienes sostienen que el engagement cognitivo fomenta conexiones profundas y 

sostenidas entre el usuario y la marca. 

 

La dimensión emocional también mostró una relación significativa (β = 0.30, t = 3.87, p < 

0.001), confirmando que las emociones activan el DCE, aunque su impacto es menor que 

el del componente cognitivo. Si bien las emociones amplifican la difusión del contenido, el 

digital engagement no es solo impulsivo, sino que requiere una evaluación consciente del 

usuario. 
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Por su parte, el engagement comportamental presentó el coeficiente más bajo (β = 0.28, t 

= 3.21, p = 0.001), lo que indica que las interacciones visibles (me gusta, retuits, 

comentarios) no reflejan completamente el compromiso del usuario. Esto refuerza la 

necesidad de medir engagement más allá de métricas explícitas, considerando también el 

tiempo de visualización y absorción del contenido. 

 

Desde una perspectiva teórica, estos hallazgos confirman que el DCE es un fenómeno 

multidimensional, donde la activación emocional es relevante, pero la consolidación del 

engagement depende de la combinación de factores cognitivos y comportamentales. 

5.5.3 Una nueva propuesta de medición del DCE no debe 
involucrar todas las variables del set de datos, se deben 
priorizar las de mayor influencia en las dimensiones 

Si bien el componente cognitivo tiene el coeficiente más alto en el ES, no todas sus 

variables presentan la misma influencia. Factores como la organización de temas (β = 0.33, 

p < 0.001) y la afinidad con contenido positivo (β = 0.29, p < 0.001) han demostrado ser 

claves en la generación del DCE, lo que respalda la teoría de Hollebeek et al. (2014) sobre 

la importancia de la percepción, interpretación y retención del contenido. Esto sugiere que 

las estrategias digitales deben fomentar procesos cognitivos profundos, incentivando la 

reflexión y el análisis crítico. 

 

El componente emocional también mostró un impacto significativo (β = 0.30, t = 3.87, p < 

0.001), con la alegría (β = 0.37, p < 0.001) como principal impulsor del DCE, facilitando la 

viralización del contenido. Por otro lado, la tristeza (β = 0.31, p < 0.001) se asocia más con 

interacciones reflexivas y respuestas en comentarios, en lugar de acciones de 

amplificación como los retuits. Estos hallazgos indican que el diseño de contenido debe 

generar estímulos emocionales estratégicos que impulsen tanto la difusión como la 

interacción profunda. 

 

El engagement comportamental, basado en métricas explícitas, tuvo el menor impacto 

directo en el ES (β = 0.28, t = 3.21, p = 0.001), confirmando que las interacciones visibles 

no reflejan completamente el involucramiento del usuario. Sin embargo, el número de 

retuits (β = 0.46, p < 0.001) es el mayor predictor dentro de esta dimensión, sugiriendo que 
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compartir contenido es un fuerte indicador de compromiso, mientras que los me gusta (β 

= 0.38, p < 0.001) tienen un impacto menor. Esto refuerza la necesidad de complementar 

las métricas tradicionales con indicadores como tiempo de permanencia, profundidad de 

navegación y repetición de interacción, proporcionando una evaluación más completa del 

DCE. 

 

Con todo lo anterior, podemos evidenciar como los coeficientes beta obtenidos en el 

modelo permiten establecer la ecuación estructural del ES de la siguiente forma (ver 

Ecuación (5.1)): 

 

𝐸𝑆 = (0.28 ∙ 𝐸𝑆𝐶𝑜𝑚𝑝) + (0.35 ∙ 𝐸𝑆𝐶𝑜𝑔) + (0.30 ∙ 𝐸𝑆𝐸𝑚𝑜) (5.1) 

 

Donde el factor cognitivo es el principal determinante del compromiso digital sostenido, 

seguido del emocional como activador de interacciones y, en menor medida, del 

comportamental. Esta ecuación proporciona una estructura cuantitativa robusta para la 

medición del DCE, permitiendo no solo evaluar el nivel de involucramiento del usuario, sino 

también entender cómo las diferentes dimensiones del engagement interactúan en su 

configuración final. 

5.6 Limitaciones y perspectivas futuras 

Limitaciones en la clasificación automática de emociones 

A pesar del uso de modelos avanzados de PLN como BERT y RoBERTa, se identificaron 

desafíos metodológicos: 

 

▪ Alta proporción de mensajes neutros (97% en sentimiento, 65% en emociones), lo que 

sugiere que los algoritmos no capturan emociones implícitas, ironía o matices 

semánticos (Poria et al., 2017). Además, la eliminación de bots y cuentas falsas pudo 

influir en la reducción de contenido polarizado. 

 

▪ Limitaciones en la detección de emociones compuestas, ya que los modelos clasifican 

emociones de forma discreta sin captar combinaciones como alegría-sorpresa o miedo-

enojo. 
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▪ Se recomienda integrar modelos híbridos combinando PLN con análisis cualitativo 

asistido para mejorar la interpretación del DCE. 

 

Restricciones del contexto de análisis 

El estudio se centró en seguidores de medios de comunicación en X, lo que limita la 

generalización de los hallazgos: 

 

▪ Plataforma específica: X se caracteriza por interacciones breves y dinámicas, lo que 

podría influir en la expresión emocional del usuario. Redes visuales como Instagram o 

TikTok pueden presentar patrones diferentes de engagement. 

 

▪ Sector analizado: El DCE en medios de comunicación puede diferir del observado en 

sectores como venta al por menor, tecnología o entretenimiento, lo que sugiere la 

necesidad de estudios en otros entornos digitales. 

 

Ausencia de Variables Psicográficas y Comportamentales 

El modelo estableció una relación sólida entre emociones y digital engagement, pero no 

consideró ciertos factores individuales que podrían modular esta relación: 

 

▪ Personalidad del usuario: Rasgos como extraversión o neuroticismo influyen en la 

interacción con contenido emocional. 

 

▪ Motivaciones del usuario: Algunos buscan información, otros entretenimiento o 

conexión social, lo que puede afectar su respuesta emocional. 

 

▪ Evolución temporal del engagement: Aunque el estudio analizó interacciones en un 

período específico, un análisis longitudinal permitiría captar fluctuaciones en la relación 

emoción-engagement. 

 

Para futuras investigaciones, la incorporación de variables psicográficas y segmentación 

de usuarios permitiría una evaluación más precisa y personalizada del DCE. 
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5.7 Recomendaciones para investigaciones futuras 

Este estudio ha avanzado en la comprensión del DCE mediante el análisis de datos 

textuales y la inclusión del factor emocional en su medición. Sin embargo, aún quedan 

áreas por explorar para mejorar la precisión de su evaluación en distintos contextos. 

 

Modelos híbridos para la medición del DCE 

El estudio evidenció limitaciones en la clasificación automática de emociones, sugiriendo 

que futuras investigaciones: 

 

▪ Combinen aprendizaje automático con análisis cualitativo para capturar emociones 

implícitas y matices semánticos. 

 

▪ Exploren modelos multimodales que analicen imágenes y videos, especialmente en 

plataformas como Instagram y TikTok. 

 

▪ Desarrollen sistemas dinámicos que identifiquen transiciones emocionales en el digital 

engagement. 

 

Expansión a otras plataformas y sectores 

Dado que el estudio se centró en X y medios de comunicación, se recomienda: 

 

▪ Replicarlo en Instagram, TikTok o LinkedIn, para evaluar cómo varía la relación entre 

emociones y DCE según el tipo de contenido. 

 

▪ Aplicarlo en comercio minorista, tecnología o educación, analizando si los patrones de 

engagement identificados en medios son extrapolables a otros sectores. 

 

Incorporación de variables psicográficas y conductuales 

A pesar del alto poder explicativo del modelo (R² = 0.72), se sugiere incluir: 

 

▪ Rasgos de personalidad (Big Five) para segmentar usuarios según su respuesta 

emocional al contenido digital. 
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▪ Motivaciones del usuario, diferenciando entre quienes buscan información, 

entretenimiento o conexión social. 

 

▪ Análisis longitudinales, para examinar la evolución del engagement a lo largo del 

tiempo. 

 

Modelos predictivos de engagement 

Para anticipar la respuesta del usuario a estímulos emocionales, se recomienda: 

 

▪ Desarrollar modelos de IA que predigan qué tipo de contenido generará mayor 

engagement según la carga emocional del mensaje. 

 

▪ Aplicar Recurrent Neural Network (RNN) y transformers para capturar patrones de 

interacción digital. 

 

▪ Evaluar el impacto de tendencias en tiempo real y eventos globales en la activación del 

engagement. 

 

Impacto del DCE en fidelización y conversión 

El digital engagement debe analizarse en relación con la lealtad de marca y decisiones de 

compra. Para ello, se sugiere: 

 

▪ Incorporar métricas de conversión, evaluando si un mayor engagement emocional se 

asocia con mayor intención de compra. 

 

▪ Medir la persistencia del engagement en el tiempo para analizar su impacto en la 

fidelización del usuario. 

 

▪ Desarrollar modelos de atribución, que permitan identificar si el DCE emocional predice 

el éxito comercial en estrategias digitales. 

 

Estas recomendaciones permitirán mejorar la precisión en la medición del digital 

engagement, optimizando estrategias de marketing y comunicación en redes sociales. 
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5.7.1 Implicaciones 

Implicaciones prácticas 

Las estrategias de marketing digital deben integrar la dimensión emocional en la 

generación de DCE, más allá de métricas cuantitativas. 

 

1. Diseño de campañas basadas en emociones predominantes: 

 

▪ Potenciar mensajes positivos: Las emociones de alegría (β = 0.41) y sorpresa (β = 

0.38) aumentan el engagement. 

 

▪ Uso estratégico de contenido emocional: Narrativas inspiradoras y testimonios de 

clientes generan mayor conexión y engagement sostenido. 

 

2. Personalización del contenido digital: 

 

▪ Segmentación emocional mediante IA en tiempo real para adaptar el contenido a la 

respuesta del usuario. 

 

▪ Automatización de respuestas emocionales con chatbots capaces de interactuar de 

forma empática. 

 

3. Optimización de estrategias de social media mediante análisis de emociones: 

 

▪ Revisión de métricas tradicionales complementadas con análisis de sentimiento. 

 

▪ Priorización de formatos visuales y narrativos que favorecen la conexión emocional. 

 

Implicaciones Gerenciales 

Los gerentes de marca y estrategas digitales pueden aplicar modelos avanzados para 

mejorar la gestión del engagement en redes sociales. 

 

1. Estrategias diferenciadas según emociones predominantes: 
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▪ Adaptación del contenido según la carga emocional de la audiencia. 

 

▪ Medición del engagement emocional como KPI clave en reportes de desempeño. 

 

2. Implementación de modelos de engagement predictivo: 

 

▪ Uso de IA y PLN para anticipar respuestas emocionales y optimizar contenido. 

 

▪ Medición de la persistencia del engagement y su impacto en fidelización. 

 

3. Gestión de crisis en redes sociales: 

 

▪ Monitoreo en tiempo real para prevenir crisis digitales. 

 

▪ Uso de contenido regulador (calma y confianza) para mitigar emociones negativas. 

 

Implicaciones académicas 

Este estudio contribuye a la comprensión del DCE en entornos digitales, validando nuevas 

metodologías y perspectivas teóricas. 

 

1. Validación del rol de las emociones en el digital engagement: 

 

▪ Se confirma que el DCE es multidimensional (R² = 0.72), donde la dimensión emocional 

es clave junto a la cognitiva y comportamental. 

 

▪ Se amplía la literatura sobre análisis de emociones en engagement, desafiando 

enfoques que priorizan solo métricas conductuales (Brodie et al., 2013; Hollebeek et 

al., 2014). 

 

2. Propuesta de nuevas metodologías de evaluación: 

 

▪ Se introduce un modelo híbrido PLN + SEM-PLS, mejorando la precisión en la medición 

del engagement emocional. 
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▪ Se recomienda la integración de análisis multimodal (texto, imagen y video) en futuras 

investigaciones. 

 

3. Expansión del conocimiento sobre engagement en redes sociales: 

 

▪ Se sugiere incluir factores psicográficos (personalidad, motivaciones) en la medición 

del engagement. 

 

▪ Se propone evaluar el modelo en diferentes plataformas y sectores para validar su 

aplicabilidad. 

5.8 Conclusión 

El presente estudio ha demostrado DCE es un fenómeno multidimensional, donde las 

emociones activan la interacción inicial, la cognición sostiene el compromiso a largo plazo 

y el comportamiento manifiesta la participación observable. A través de un enfoque 

metodológico riguroso basado en PLS-SEM y análisis de datos textuales, se confirmó que 

el engagement cognitivo es el principal predictor del involucramiento digital, superando la 

influencia del engagement emocional y comportamental. Estos hallazgos desafían 

modelos tradicionales centrados en métricas superficiales y destacan la necesidad de 

enfoques analíticos más holísticos que integren factores implícitos y explícitos del digital 

engagement. Desde una perspectiva teórica y aplicada, esta investigación proporciona un 

marco sólido para la medición y optimización del DCE, ofreciendo herramientas clave para 

académicos y profesionales del marketing digital en la era de la interacción hiperconectada. 
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S. Anexo: Discusiones sobre 
limitaciones y recomendaciones 
futuras 
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