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Resumen

T́ıtulo: Estrategia para seguimiento de agresividad por pérdidas no técnicas uti-

lizando balances de enerǵıa

Este trabajo se enfoca en el diseño e implementación de una estrategia integral de focaliza-

ción de pérdidas no técnicas en usuarios del sistema eléctrico de Bogotá y Cundinamarca. Se

ha desarrollado un algoritmo de combinación de balances para la identificación de suplencias

de circuitos, formando la base de un enfoque efectivo y confiable para gestionar pérdidas no

técnicas. Adicionalmente, se definieron estrategias para la optimización de recursos en man-

tenimiento de macromedición, priorizando áreas y clientes con mayor riesgo. En el transcurso

del estudio, se clasificaron e identificaron tres casos exitosos de recuperación de enerǵıa, con

una estimación total de 1.15GWh de CNR. Estos casos de éxito demuestran la viabilidad y

eficacia de la estrategia propuesta, subrayando su potencial impacto positivo en la gestión

de pérdidas no técnicas.

Además, como parte integral de la estrategia, se implementaron tres algoritmos de machi-

ne learning para la clasificación de posibles hurtadores. Esta incorporación de tecnoloǵıas

avanzadas fortalece significativamente la capacidad del sistema para identificar y abordar de

manera proactiva casos de pérdidas no técnicas, mejorando la eficiencia del proceso de ins-

pección y seguimiento. En resumen, el trabajo no solo propone una estrategia integral, sino

que también respalda su efectividad a través de casos prácticos de éxito y la implementa-

ción exitosa de algoritmos de machine learning. Se espera que esta investigación contribuya

significativamente al sector eléctrico al ofrecer herramientas avanzadas para la gestión de

pérdidas no técnicas, mejorando la confiabilidad y eficiencia del suministro eléctrico.

Palabras clave: Pérdidas no técnicas, CNR, TPE, algoritmos de clasificación, algoritmos

supervisados, balance de enerǵıa, macromedición, deltas de enerǵıa.
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Abstract

Title: Strategy for non-technical loss aggressiveness tracking utilizing energy ba-

lances

This work focuses on the design and implementation of a comprehensive strategy for targeting

non-technical losses in the electrical system users of Bogotá and Cundinamarca. An algorithm

for balance combination has been developed for the identification of circuit substitutions,

forming the foundation of an effective and reliable approach to managing non-technical

losses. Additionally, strategies were defined for optimizing resources in macro-measurement

maintenance, prioritizing areas and clients with higher risk. Throughout the study, three

successful cases of energy recovery were classified and identified, with a total estimated

recovery of 1.15GWh of CNR. These success cases demonstrate the viability and effectiveness

of the proposed strategy, emphasizing its potential positive impact on non-technical loss

management.

Furthermore, as an integral part of the strategy, three machine learning algorithms were

implemented for the classification of potential perpetrators. This integration of advanced

technologies significantly strengthens the system’s capability to proactively identify and ad-

dress cases of non-technical losses, enhancing the efficiency of the inspection and monitoring

process. In summary, the work not only proposes a comprehensive strategy but also substan-

tiates its effectiveness through practical success cases and the successful implementation of

machine learning algorithms. It is anticipated that this research will contribute significantly

to the electrical sector by providing advanced tools for non-technical loss management, the-

reby improving the reliability and efficiency of the electrical supply.

Keywords: Non-technical losses, CNR, TPE, classification algorithms, supervised algo-

rithms, energy balance, macro-measurement, energy differentials.
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2.5.16. Índice de impureza de Gini . . . . . . . . . . . . . . . . . . . . . . . . 37

2.5.17. Curva ROC (Receiving Operator Characteristics curve) . . . . . . . . 40

2.6. Técnicas de balanceo de datos en ML . . . . . . . . . . . . . . . . . . . . . . 41



CONTENIDO viii

2.6.1. Sobremuestreo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41

2.6.2. Submuestreo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

2.6.3. SMOTE (Synthetic Minority Oversampling Technique) . . . . . . . . 42

2.7. Knime Analytics platform . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

3. Algoritmo para identificación de suplencias de circuitos para focalización
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Caṕıtulo 1

Introducción y Justificación

Las pérdidas en los sistemas eléctricos de transmisión y distribución se dividen en técnicas

y no técnicas. En las pérdidas técnicas (PT) se clasifican aquellas pérdidas que se originan

debido al efecto Joule en los cables eléctricos, estas pérdidas son debidas a la radiación de

calor al medio externo del cable y por lo tanto es enerǵıa que se pierde y no es aprovechada

para usos residenciales, comerciales, industriales o de alumbrado público. [1] Las empresas

que comercializan con la enerǵıa deben controlar estas pérdidas utilizando métodos de di-

seño que optimicen el costo beneficio de instalación de redes. Por otro lado para controlar

la pérdidas no técnicas (PNT) se usa el análisis de datos en conjunto con la estrategia de

terreno que son las inspecciones para mantener disciplina de mercado. El uso fraudulento

de las redes eléctricas por parte de usuarios clientes y no clientes pueden estar asociados

también con la corrupción institucional, corrupción y/o crimen organizado. Esta pérdidas

no técnicas son asumidas por la empresa prestadora del servicio o incluso por los mismos

usuarios vinculados legitimamente. [1]

Las pérdidas no técnicas tienen un impacto muy negativo en economı́as de páıses en v́ıas de

desarrollo ya que el incremento de conexiones ilegales es directamente proporcional al costo

de la enerǵıa eléctrica. [2] El control de pérdidas no técnicas en redes tiene un gran avance

en investigación para el análisis como por ejemplo la implementación aprendizaje profundo

(deep learning), máquinas de vectores de soporte (support vector machine) [3] y también

Machine Learning.

Existen métodos para el hallazgo de pérdidas como PSM (Power Summation Method) o

método de suma de potencias, [4] el cual usa tres curvas de potencia activa instantánea para

estimar las pérdidas técnicas y no técnicas en un circuito alimentado desde una subestación.

La primera curva es la potencia promedio instantánea medida en la cabecera de circuito que

seŕıa la enerǵıa activa inyectada medida en un tiempo T. Por otro lado se tiene una curva

de potencia determinada por la facturación de los clientes asociados a los transformadores

del circuito en cuestión y por último la curva de potencia activa instantánea inyectada que



3

Tabla 1-1: Resultados de operación de generación primer semestre 2022 y segundo semestre

2021. Empresa Enel en Colombia. [6]

1H 2022 2H 2021 YoY%

GWh(*)

GENERATION ENEL COLOMBIA 6,890 6,358 8.40%

CONTRACT SALES 7,326 6,897 6.20%

SPOT MARKET SALES 1,659 1,446 14.80%

PLANT AVAILABILITY 90.10% 90.10% 0

es medida en la subestación. En este sentido se tienen diferentes estudios académicos que

soportan el estudio de pérdidas técnicas y no técnicas en sistemas eléctricos, estos esfuerzos

en cuanto a la búsqueda de pérdidas es llevada a cabo por un grupo de personas con am-

plia experiencia y conocimiento en tipos de medida de enerǵıa y con un conocimientos de

la infraestructura eléctrica y de comunicaciones con la que cuentan las empresas de enerǵıa

eléctrica en cada páıs.

Para tener en contexto del sector, en Colombia la empresa Enel tiene una amplia cobertura

en redes eléctricas en la zona del departamento de Cundinamarca y la capital de Colombia

Bogotá. La empresa Enel tiene un amplio portafolio de servicios entre los cuales esta la

generación de enerǵıa eléctrica y cuenta con doce centrales de generación hidráulica y dos

térmicas. Estan ubicadas en los departamentos de Cundinamarca y Boĺıvar, su diposición es

la siguiente: 1) Guavio: Incluyen la central hidroeléctrica Guavio y Menor Guavio. 2) Cadena

del ŕıo Bogotá: Que se conforma de las centrales Paráıso, Guaca, Charquito, Tequendama,

Salto II, Limonar, Laguneta y Daŕıo Valencia y 3) Cadena Quimbo-Betania: Que se compo-

nene de la centrales Quimbo y Betania. [5]

La capacidad instalada de la empresa Enel es lider en Colombia ya que tiene un 20,3% de

esta capacidad en el Sistema Interconectado Nacional (SIN). La generación del segundo se-

mestre del 2021 vs el primer semestre de 2022 tuvo un crecimiento de 8,4% y un crecimiento

en los contratos de ventas de enerǵıa del 6,2%, y ventas en el mercado mayorista con un

aumento del 14,8% como lo muestra la tabla 1-1. También es importante nombrar que la

capacidad disponible de las plantas de generación total es de un 90,1%. La conformación

de los tipos de tecnoloǵıas de generación de enerǵıa tiene una proporción mayoritariamente

hidráulica con un 96,4%, enerǵıa térmica con un 2,5% y enerǵıa solar con un 1,1% que

corresponden a las plantas de generación El Paso y La Loma.

Por otro lado la empresa Enel tiene indicadores de operación que se consolidan cada seis

meses y mantienen la operación controlada bajo los estándares propios de la organización
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Tabla 1-2: Resultados de operación de distribución Enel Colombia hasta primer semestre

2022. [6] (1) Enerǵıa demandada en las redes de Enel sin incluir pérdidas en el Sistema

Interconectado Nacional (SIN)

Operating Results 1H2022 – Distribution

1H 2022 2H 2021 YoY%

DOMESTIC ENERGY DEMAND (GW/h) 37,750 35,877 5.20%

ENEL COLOMBIA ENERGY DEMAND (1) (GW/h) 7,828 7,488 4.50%

ENEL COLOMBIA MARKET SHARE 20.70% 20.90% -0.13

AVERAGE ENERGY LOSS RATE 7.40% 7.68% -0.28

TOTAL CUSTOMERS ENEL COLOMBIA 3,749,638 3,703,594(2) 1.24%

SAIDI(3) 482’ 484’ -0.40%

SAIFI(4) 7.87 8.22 -4.30%

como también bajo los indicadores de regulación del gorbierno. En el caso de este [6] trabajo

uno de los indicadores a impactar para la mejora es el ı́ndice promedio de pérdida de enerǵıa,

el cual a Junio de 2022 fue de 7.40% y se redujo en 0.28% con respecto al semestre anterior

de acuerdo a la tabla 1-2, para lograr la disminución del ı́ndice de pérdidas promedio en los

indicadores es necesario controlas dos ĺıneas, la primera es por el lado de pérdidas técnicas, la

cual se logra realizando estudios de ingenieŕıa para los nuevos proyectos de ampliación de re-

des y/o modificación. Por otro lado en las pérdidas no técnicas es necesaria la implementación

de medidas técnicas de red que mitiguen la intervención ilegal de redes por parte de clientes

y/o usuarios no clientes. También se evidencian otras ĺıneas de pérdidas que tienen que ver

con pérdidas administrativas que son debidas a distintos factores como ajustes en clientes

con errores en el proceso de lectura, el ajuste de enerǵıa por expedientes de hurto, entre otras.

El total de enerǵıa demandada para el servicio residencial fue de 37, 75GWh para el primer

semestre de 2022 que en comparación con el segundo semestre de 2021 fue de 35, 877GWh

lo cual corresponde a un aumento de la demanda de 5,2%, por otro lado la demanda to-

tal de enerǵıa para todos los usuarios del segundo semestre de 2021 fue de 7,488TWh y de

7,828TWh para el primer semestre de 2022, lo cual corresponde a un aumento en la demanda

del 4,5% y a 340GWh de aumento de la demanda. Ver Tabla 1-2

La disminución del 0,28% en el ı́ndice de pérdidas indica que se recuperaron un total de

27GWh en ese periodo de tiempo. Esta disminución se logra con estrategias de búsqueda de

pérdidas con inspecciones de hurtos más efectivas, la instalación de nuevos medidores inteli-

gentes para el aprovechamiento de datos y la mejora del aprovechamiento de los balances de

circuitos como insumos para la estrategia y focalización de pérdidas en el parque de clientes.

Por otro lado existen indicadores de calidad de servicio que tienen que acompañar las deci-

siones de la compañ́ıa en cuestiones de inversión, por ejemplo el indicador SAIFI que indica
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la frecuencia de interrupciones del servicio de enerǵıa por consumidor, el indicador SAIDI

que significa la duración de las interrupciones. Estos resultados de calidad deben ser alcan-

zados teniendo en cuenta que existen algunos efectos naturales que los provocan por ejemplo

las condiciones climáticas, el incremento de las precipitaciones y/o tormentas eléctricas. En

general se puede apreciar que el mundo de las pérdidas de enerǵıa es amplio y complejo, con

muchas aristas que para efectos de este trabajo se enfocará en el aprovechamiento de balan-

ces de enerǵıa en subestaciones, circuitos y transformadores para la focalización de pérdidas

no técnicas.

1.1. Antecedentes

Uno de los grandes retos a la hora de determinar una estrategia de focalización de pérdidas

no técnicas es la topoloǵıa cambiante de los circuitos debido a suplencias entre ellos. Para

entender un poco más las pérdidas no técnicas es necesario profundizar en asuntos de la parte

operativa del sistema de circuitos de distribución. Primero es necesario definir los niveles de

tensión a los cuales operan los circuitos, que se dividen en cuatro:[7]

Nivel 1: 0 - 1kV

Nivel 2: 1 - 30kV

Nivel 3: 30 - 57.5kV

Nivel 4: 57.5 - 220kV

Estos niveles de tensión son utilizados para el servicio de distribución local o para sistemas

de transmisión regional. El ente nacional en Colombia encargado de realizar y disponer las

medidas regulatorias para la distribución de enerǵıa eléctrica es la Comisión de Regulación

de Enerǵıa y Gas (CREG), por medio de la resolución CREG 070 de 1998[8] la cual se regula

la actividad de transmisión regional y distribución local de enerǵıa eléctrica. Esta resolución

especifica que esta actividad debe basarse en principios de eficiencia,calidad y neutralidad y

que adicionalmente por medio de la ley 142 de 1994 [9] se definen los lineamientos para la

ejecución y conexión de usuarios a la red.[7] Es importante la definición a nivel técnico del

panorama del sistema eléctrico colombiano ya que la ejecución en la focalización de búsqueda

en pérdidas no técnicas debe ir en ĺınea a las disposiciones legales del mercado.

Por otro lado es importante verificar qué tipos de conexiones y/o suplencias por tipoloǵıa

existen en el sistema eléctrico, como también algunas definiciones técnicas de relavancia que

se presentan a continuación:
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Esquema en anillo abierto: Esta forma de configuración permite la realimentación del

circuito de manera no simultánea en eventos de contingencia. El principio de funciona-

miento de estas suplencias es poder aislar la falla del circuito afectando como máximo

la tercera parte de los usuarios clientes del tramo total.

Esquema anillo abierto con transferencia: Esta disposición de la configuración de la red

permite que en zonas de alto impacto fallas en la red se pueda usar la suplencia como

soporte para no afectar cargas sensibles tales como hospitales o industrias. Para realizar

la operación de aislamiento de la falla se utilizan reconectadores y/o interruptores.

Interruptor de cabecera: Este interruptor es el instalado en el inicio del circuito antes de

salir de la subestación. Con la información que se obtiene de la medición de variables

eléctricas, instrumentación y log resumen de lectura es posible tener el insumo de

entradas del circuito en cuestión. La tensión a la que operan estos interruptores en

subestaciones de distribución AT/MT en la zona de Bogotá y Cundinamarca esta en

el rango de 11.4kV o 13.2kV respectivamente.

Reconectador: Los reconectadores son dispositivos automáticos que están diseñados

para operar en redes de media tensión de distribución radial, en anillo e interconectada.

Y su función principal es despejar fallas transitorias en la red y generar ciclos de

conexión que minimicen el tiempo de indisponibilidad del servicio de enerǵıa eléctrica.

[10]

Cargabilidad de la red en media tensión: El concepto de cargabilidad significa qué

tanta corriente se debe poner a circular en un ramal de circuito de manera que cuando

supla o sea suplido la corriente que circula por dicho ramal no supere el 100% de

la capacidad nominal de sus conductores. Para esto es necesario que al diseño de la

red la carga máximo proyectada en sus conductores no supere el 70%, el otro 30%

se debe usar para realizar operaciones de suplencias entre circuitos.[7] Esta condición

de operación de suplencias a nivel técnico es importante para dimensionar la forma y

cantidad de carga aproximada que es técnicamente posible sobrecargar en un circuito

en media tensión para hallar la combinación de estos circuitos que encuentre un balance

de circuito con suplencia confiable para la focalización de pérdidas no técnicas.

Regulación de tensión: Este término es importante a nivel de la ingenieŕıa eléctrica ya

que en el diseño de infraestructura eléctrica en dónde las distancias sean más largas se

tendrá un efecto de cáıda de tensión para las cargas ubicadas a la cola del circuito. Esta

cáıda de tensión es necesaria tenerla en cuenta para los diseños de dimensionamiento

económico de conductores ya que el diámetro del conductor vs costo determinará el

uso más óptimo para la instalación final. [7]

Factor de demanda: Este factor es importante a nivel de la focalización de pérdidas no

técnicas ya que el estudio del comportamiento de la demaanda de enerǵıa de un cliente
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hurtador es clave para su hallazgo por parte de la empresa prestadora del servicio de

enerǵıa eléctrica. La definición de factor de demanda es en resumen el comportamiento

de consumo de enerǵıa en el tiempo de una carga.[11]

Balances de BT: Este tipo de balances son la información de entradas, salidas y pérdi-

das calculadas de un transformador de distribución MT/BT, a partir de una macro-

medición aguas abajo del transformador se instala un sistema de macromedición que

permite medir la enerǵıa que fluye por este transformador aguas abajo y se le lla-

man entradas, las salidas de este transformador corresponderán a la suma de todas las

enerǵıas facturadas y medidas aguas abajo de la macromedición. Las pérdidas serán la

diferencia que existan entre entrada y salida y por lo tanto un insumo de información

ideal para la focalización de pérdidas no técnicas. [12]

Balances de MT: Los balances en media tensión MT son realizados teniendo en cuenta

la entrada que se mide en la cabecera de circuito y que es la macromedición del circuito.

Luego las salidas de este balance será lo facturados por todos los clientes conectados

a este circuito aguas abajo de la macromedición de circuito en la cabecera que esta

ubicada en cada subestación. [12]

Balances de SE: Los balances de subestación son realizados midiendo la entradas de

la subestación en cuestión con macromedición y las salidas serán las sumas de las

macromediciones obtenidas por los macromedidores de salida de los circuitos. [12]

Medición tradicional: La medida tradicional se denomina a aquella en la que el medidor

registra la enerǵıa y la almacena en su memoria en el caso de medidores digitales, como

también la medición con medidores electromecánicos los cuales utilizan un sistema de

inducción y movimiento mecánico para el registro de enerǵıa. En particular este tipo

de medición se caracteriza por no tener sistemas de comunicaciones para compartir los

datos con una central de información y por lo tanto requieren de la lectura pedestre

de forma manual hecha por personal capacitado.

Medición Dinamo: Este tipo de medición inteligente se utiliza para realizar macrome-

dición en BT y con la cual es posible comunicar una central de almacenamiento de

datos y poder tener acceso a los datos de los balances en BT de manera diaria y con

ciclos de descarga que dependerán del plan de datos contratado. [12]

Mercado de la enerǵıa en Colombia

La CREG es el ente regulatorio en Colombia de disponer la reglamentación a través de

normas que regulen el comportamiento de los usuarios y empresas para asegurar la prestación

de servicios públicos de manera eficiente, económica y con calidad.[13] El mercado de la

enerǵıa eléctrica en Colombia esta compuesto por tres grandes grupos que se definen a

continuación:
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Regulados: ”Persona natural o juŕıdica cuyas compras de electricidad están sujetas a

tarifas establecidas por la Comisión de Regulación de Enerǵıa y Gas. Aqúı están la

mayoŕıa de usuarios comerciales, oficiales y los residenciales clasificados por estratos

socioeconómicos, y algunos industriales.”[13] Este segmentos de clientes para una em-

presa comercializadora de enerǵıa es el de mayor cantidad y sus consumos de enerǵıa

y precio son definidos de manera unilateral por el comercializador.

No regulados: ”Persona natural o juŕıdica que realiza una demanda de enerǵıa superior

a 2 Mega vatios (2MW). Ellos pueden negociar libremente los costos de las actividades

relacionadas con la generación y comercialización de enerǵıa. En este nivel de consumo

están industriales y comerciales que son grandes consumidores.”[13] Este segemento de

mercado regulado se caracteriza por consumir grandes bloques de enerǵıa y hacen con-

tratos por medio de comercializadores de enerǵıa los cuales les garantizan el suministro

de enerǵıa a un precio menor que el precio de un cliente del mercado no regulado. [14]

Agentes: ”Llevan la enerǵıa al usuario final (generadores, transportadores, distribui-

dores, comercializadores y administradores).”[13] Los agentes permiten que en cada

etapa de la cadena del mercado de la enerǵıa se garanticen todos los aspectos definidos

por la ley como la calidad, confiabilidad y precio.

1.2. Objetivos

1.2.1. Objetivo General

Diseñar e implementar una estrategia integral de focalización de pérdidas no técnicas en

usuarios a partir del aprovechamiento de balances a nivel de subestación, circuito y trans-

formador.

1.2.2. Objetivos Espećıficos

1. Diseñar e implementar un algoritmo para identificación de suplencias de circuitos que

permitan realizar la focalización con balances confiables.

2. Definir estrategias para inversión de recursos en mantenimiento de macromedición que

prioricen el gasto para controlar zonas con mayor riesgo de pérdidas no técnicas.

3. Diseñar e implementar las reglas de negocio que permitan direccionar las inspeccio-

nes hacia usuarios sospechosos por pérdidas no técnicas y realizar un seguimiento de

inspecciones enviadas a terreno.



Caṕıtulo 2

Conceptos y Fundamentos del análisis

de datos

2.1. Introducción

El análisis de datos es uno de los campos del conocimiento más importantes en la actualidad

ya que su aplicación en cualquier área de la industria es de vital importancia para la toma

de decisiones. Por ejemplo el campo de la medicina, los datos demográficos, datos financieros

y datos de marketing. El manejo de estos grandes volúmenes de datos y la automatización

de la clasificación, resumen y presentación de los mismos hará que la toma de decisiones del

negocio en cuestión sea de manera acertada. Tomar las decisiones de manera acertiva aho-

rrará dinero y tiempo a cada organización. Por otro lado, el concepto de mineŕıa de datos

es el conjunto de herramientas por las cuales se descubre conocimiento nuevo a partir de

un conjunto de datos, este conjunto de herramientas con las cuales trabaja la mineŕıa de

datos es la estad́ıstica, el aprendizaje de máquina (Machine Learning), el reconocimiento de

patrones, tecnoloǵıas de almacenamiento de datos, consulta de información, ciencia de redes,

conocimiento basado en sistemas, inteligencia artificial, computación de alto desempeño y

visualización de datos.[15]

Existen distintos pasos que son el flujo de trabajo para el análisis de datos:

1. Limpieza de datos: Para remover datos inconsistentes, cambio de tipo de datos,

campos vaćıos.

2. Integración de datos: En esta etapa se utilizan las distintas fuentes de datos para

alimentar el flujo de datos a analizar.

3. Selección de datos: Esta tarea consiste en encontrar y retirar los datos que no se

requieran para el posterior procesamiento.
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4. Transformación de datos: En esta etapa se realiza la transformación de datos ne-

cesaria para poder realizar operaciones, agrupaciones y/o clasificación.

5. Mineŕıa de datos: Es la etapa escencial en la cual se utilizan métodos de procesa-

miento para identificar patrones.

6. Evaluación de patrones: Revisión y análisis de patrones de interés para el negocio

en cuestión, se utiliza diferentes métricas para poder determinar tendencias.

7. Presentación de los datos: En este paso se muestran las representaciones gráficas

con las cuales se ven de manera representativa la mineŕıa de datos.[15]

Después de revisar el contexto general de la extracción, tratamiento y cargue de datos es de

importancia conocer qué tipos de datos pueden se susceptibles de la ejecución de la mineŕıa

de datos, la respuesta es a cualquier tipo de datos que requieran ser utilizados para obtener

algún resultado significante para una apliación objetiva.

2.2. Bases de datos

Una base de datos es una colección modelada a la cual se puede acceder de distintas ma-

neras. Un modelo de base de datos puede ser diseñado para integrar datos de una empresa

u organización, estos modelos de datos puede comicarse para extraer los datos claves por

medio de una acción y se pueden usar también las relaciones entre cada una de ellas. La gran

mayoŕıa de bases de datos en la actualidad siguen el modelo de datos relacionales con sus

variantes. Es importante que para cada técnica de modelación de datos mantener de manera

rigurorsa en el tiempo las reglas y restricciones para lograr una consistencia de los datos.

Por ejemplo una empresa de ventas, debe tener un modelo de datos que le permita admi-

nistrar los pedidos de sus clientes, productos y las relaciones entre ellos. Por ejemplo la

relación entre los clientes y órdenes puede ser tal que un cliente puede tomar varias órdenes

diferentes, esta relación puede llamarse one-to-many. Por otro lado, la relación entre órdenes

y productos es más compleja porque las ordenes pueden contener muchos productos y un

producto puede ser contenido en muchas órdenes. Este tipo de relación es llamado relación

many-to-many o muchos a muchos. Todas estos tipos de relaciones pueden ser modelados

in una base de datos.[16] Las bases de datos han crecido de manera incréıble a través del

tiempo, por un lado la complejidad de los números de objetos posibles para almacenar y

por otro las propiedades de cada uno. Una década atrás hablar de una almacenamiento de

1 Terabyte era considerado grande, hoy en d́ıa las bases de datos pueden ser del orden de

Petabytes y Exabytes. Algunos de los tipos de datos que han hecho que el almacenamiento

crezca de manera tan abrumadora son por ejemplo el comercio electrónico, redes sociales,

archivos de correos electrónicos que incluyen documentos adjuntos de las organizaciones,

entre otros.
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La administración de datos es una tarea para los DBMS´s Data Base Management Software

Systems, los cuales estan para ayudar a almacenar y administrar datos. Existen sistemas co-

merciales como Oracle y DB2 System. Otros sistemas de uso libre como MySQL y Postgres.

Estos programas ayudan a los usuarios a almacenar miles de millones de transacciones de

datos cada ciertos intervalos de tiempo.

2.2.1. Warehouse

Un data Warehouse es un sitio de almacenamiento de datos de toda una organización, di-

señada para ayudar a la toma de decisiones y con esto mejorar las decisiones de gestión del

negocio. Estos datos pueden ser extráıdos de la base de datos operativa para responder a las

consultas particulares de cada usuario. Estos datos, combinados con otros datos, pueden ser

resumidos a una granularidad que es consistente y cargados en un sitio de almacenamiento

de datos llamada data warehouse. [15]

Entonces, un data warehouse es una versión simple de una base de datos que tiene co-

mo propósito abordar las necesidades de realización de informes de inteligencia de negocio

y con esto aportar a la toma de decisiones. Los datos en el warehouse crecen y se acumulan

a medida que se vuelve disponible más información y aśı se extrae y se agrega en el data

warehouse. A diferencia de la base de datos operativa los datos en el warehouse no se actua-

lizan. Aśı pues un ejemplo de un data warehouse para los datos de peĺıculas o videos, con un

objetivo simple de rastrear que son las ventas de peĺıculas y con esto tomar decisiones sobre

la gestión de inventarios. Al tener este data warehouse, se pueden extrae todos los datos de

movimientos en ventas de los archivos de datos de operación de tal compañ́ıa. Entonces los

datos se resumirán para todas las combinaciones en el tiempo y con números de productos

distintos. Los datos dentro de un data warehouse son menos detallados que los de la base

de datos de transacciones original de donde provienen. El data warehouse puede diseñarse

con un nivel de granularidad más bajo o más alto de acuerdo con la necesidad. Si el data

warehouse se diseñara de tipo mensual en lugar de trimestral, habŕıa muchas más filas de

datos, por lo tanto es importante conocer qué granularidad es requerida en particular para

cada negocio.[15]

Cuando este número de transacciones se acerca a millones con decenas de atributos por

cada movimiento, el data warehouse puede ser más grande y con información importante

para el negocio, estos datos se convierten en ahorro de dinero, tiempo y con poder de cam-

biar las decisiones del negocio. Luego de este almacenamiento se pueden analizar los datos

de diferentes maneras y descubrir por medio de la estad́ıstica y la anaĺıtica de datos patrones

únicos y significativos. También es importante nombrar que la agregación de datos ayuda a
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mejorar la velocidad del análisis. Analizar un data warehouse de manera paralela permite

que el análisis se realice por separado de todo el conjunto de datos y con esto se lograŕıa no

sobrecargar los sistemas de base de datos operativos existentes. [15]

2.3. Mineŕıa de datos

En términos generales, la mineŕıa de datos consiste en encontrar patrones útiles en un grupo

de datos. El descubrimiento de conocimiento en bases de datos (KDD) es una expresión con

un descubrimiento ya existente. KDD es un proceso sofisticado par identificar patrones o

relaciones novedosos, útiles y comprensibles en los datos para tomar decisiones empresariales

cruciales. Estas decisiones deben enfilarse con el apoyo de muchas actividades humanas es

decir la experiencia. Aśı pues en la industria es importante para la toma de decisiones

empresariales. La mineŕıa de datos difiere de muchas otras situaciones de análisis de datos

porque es más sofisticada y utiliza algoritmos complejos que van más allá de las formas

básicas de análisis de datos que generan resúmenes de datos y comprensión de los mismos. Las

actividades de análisis de datos simples pueden incluir estad́ısticas descriptivas, visualización

de datos exploratoria de datos, pruebas de hipótesis o incluso consultas de bases de datos.

[17]

Figura 2-1: Algunos enfoques, algoritmos y aplicaciones de la mineŕıa de datos.[17]
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En el entorno empresarial , frecuentemente se escucha que ”Los datos son el nuevo petróleo

o nuevo insumo crudo potencial para refinar y usar. Esta análoǵıa muestra la necesidad de la

gestión de datos para la toma de decisiones basada en anaĺıtica y aprovechamiento de datos.

Es una comparación ilustrativa para el proceso de manipulación datos que permiten saber

qué hacer o qué acciones empresariales se deben tomar.Si la materia prima es el petróleo

crudo; aśı mismo en los negocios, la materia prima es la información (Data). De la misma

manera que el petróleo, los datos no proporcionan ningún beneficio significativo en śı mismos

ya que estos deben procesarse para ser utilizados. Aśı pues, como el petróleo debe extraerse

del entorno circundante (subsuelo) y hacer recolección, transporte y almacenamiento, del

mismo modo ocurre con los datos. Estos datos deben limpiarse (filtración), formalos (Mi-

neŕıa de datos, cálculos), adecuarlos (Conversión de datos) y almacenarse adecuadamente

antes de aplicar procesos para anaĺıticas. Para luego extraer información de importancia y

utilidad. Esta materia prima es más útil cuando se aprovecha en subproductos que se pueden

utilizar de manera fácil y convertir en enerǵıa.

Entonces, se refinan varios subproductos a partir del petróleo de extracción natural: el

petróleo crudo, la gasolina, el queroseno y otros destilados valiosos. Los datos también de-

ben destilarse para producir productos de información útiles y pertinentes para la toma de

decisiones. Este proceso de destilación de datos se denomina análisis de datos (en inglés Da-

ta Analytics). Algunos procesos de análisis pueden ser simples como resúmenes estad́ısticos

descriptivos utilizando tablas dinámicas e histogramas que son útlies para ver tendencias,

patrones y magnitudes, por otro lado existen análisis más elaborados y refinados, como pro-

ductos anaĺıticos predictivos, que requieren técnicas sofisticadas como árboles de decisión

o agrupamiento o algoritmos de Machine Learning. Al final, aplicar el análisis a los datos

produce información que se destila en acciones y se resumen en conclusiones o decisiones.[17]

Los elementos destilados de petróleo por śı solos no suelen producir un trabajo útil. Por

ejemplo, se pueden quemar para producir calor (una estufa de calefacción de uso doméstico) y

luz (como por ejemplo una lámpara de queroseno). Sin embargo, el proceso de transformación

más útil es un motor de gasolina que genera enerǵıa mecánica ya que es un proceso más

elaborado y complejo que permite utilizar ese valor agregado en muchos ámbitos. De cualquier

manera, se necesita un mecanismo para transformar los destilados de petróleo en trabajo y

con el uso de técnicas sofisticadas que permitan sacar el máximo provecho. De la misma forma

se trabaja con la información destilada de los datos. Es bueno conocer los hechos, pero cuando

se convierten en acción, se convierten en muy útiles. Aśı pues, en los negocios del mundo de

la industria, es el motor de combustión el elemento que permite la toma de decisiones de la

organización ya que es el que realiza la conversión. Normalmente las decisiones del ćırculo

ejecutivo, a nivel gerencial o un comité, existe un proceso de toma de decisiones empresariales

que consume información producida por analistas y genera decisiones útiles para la empresa

por tanto es de gran importancia como insumo de toma de decisiones el análisis de datos.
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La información procesada por el motor de toma de decisiones informado por el analista se

traduce en saber qué hacer. Los analistas son los transformadores o destiladores de datos que

a través de un proceso de anaĺıtica de datos y la generación de decisiones, reportes visuales,

gráficas o alertas, alimentan la toma de decisiones de cada organización.[17]

Figura 2-2: Toma de decisiones a través del análisis de datos.[17]

2.4. Análisis del negocio e inteligencia de negocio

En el área de análisis de negocio y/o inteligencia de negocio como en muchos otros campos,

se utilizan bastantes términos técnicos. Cuando se usa el mismo término para diferentes sig-

nificados puede llevar a la confusión. Es por esto la importancia de aclarar estas diferencias

entre algunas de estas ideas o conceptos que son ampliamente utilizados en este ámbito. La

inteligencia empresarial se define como un análisis cuyo fin es calcular resultados descrip-

tivos. En este sentido busca explicar lo que ha ocurrido, da el nivel de cantidades y busca

reportar los flujos de elementos y/o personas. También ayuda a informar sobre el pasado y

también puede configurarse para mostrar alertas cuando ocurren situaciones relevantes para

la toma de decisiones en una compañ́ıa. Por ejemplo, podŕıa alertar los niveles de fondos en

cuentas de bancos cuando son bajos, los niveles de inventario necesitan reabastecimiento,

las tasas de rotación de personal suben por encima de un nivel preestablecido o los niveles

de gastos aumentan por encima de los montos presupuestados preestablecidos, son algunos

de los muchos ejemplos de alertas que son detectables en el mundo empresarial a través de

la anaĺıtica de datos. En la industria eléctrica por ejemplo un ı́ndice predominante para la

toma de decisiones es el ı́ndice de pérdidas, que se mide mes a mes y con éste se determinan

las acciones a tomar en términos de inspecciones y un listado amplio de estrategias que a

través del conocimiento de terreno y del análisis de datos hacen posible que esta métrica se

disminuya gradualmente o incluso se mantenga estable.[17]
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En general, existen sofisticados sistemas de gestión de información como recursos empresa-

riales (ERP), Oracle Financials, o los sistemas de gestión de relaciones con clientes (CRM),

como Salesforce, estos sistemas ofrecen herramientas de informes para producir estos in-

formes basados en datos. Son llamados herramientas de BI (Business Intelligence). No se

considera que esto sea mineŕıa de datos, sin embargo, sirven como unas buenas herramien-

tas para extracción de datos desde las fuentes de datos transaccionales corporativas para

la ejecución de la mineŕıa de datos. Se usan herramientas y funciones simples de resumen

como la tabulación y la agregación junto con otras funciones más elaboradas que incluyen

la aplicación de estad́ıstica o inteligencia artificial. Aśı, se llama a este esfuerzo de análisis y

presentación de informes análisis de datos(Data Analytics).[17]

Dichas herramientas no deben mezclarse o confundirse con enfoques sofisticados que utilizan

otros procesos y algoritmos de la mineŕıa de datos, que se pueden llamar análisis de negocios.

En el análisis de negocios, se parte de la inteligencia empresarial para responder preguntas

más complejas, como ¿Por qué sucede ?, ¿Cuál es la tendencia?¿Qué puede suceder a con-

tinuación ? El uso de estos algoritmos muestra una mayor sofisticación y un mayor cuidado

que requiere un conocimiento considerable de herramientas y enfoques adicionales, aśı como

un conocimiento elevado del significado de la data contenida en la base de datos. Algunas

de las herramientas requeridas incluyen IBM SPSS, SAS Enterprise Guide y Rapid Miner,

KNIME, Anatella Timi. Para ejecutar estos procesos, primero se deben extraer los datos de

las fuentes de datos corporativas (a menudo utilizando el lenguaje de consulta estructurado

(SQL)) y con los permisos de administración de datos, ya que el ingreso y poder de mani-

pulación de las bases de datos fuente es de demasiado cuidado para la organización. Para

estas consultas se pueden aplicar los algoritmos como se ha dicho anteriormente. Se Llama

a este esfuerzo análisis de datos para diferenciarlo de los esfuerzos más simples de resumen

de datos del análisis de datos.Esta capacidad para realizar análisis de datos se está convir-

tiendo en la norma para la mayoŕıa del personal empresarial que actualmente demanda más

profesionales con habilidades en la materia. Como también desde el punto de vista empre-

sarial se espera que estos profesionales puedan trabajar con herramientas de análisis como

Excel y proporcionar resúmenes coherentes y evidencia por medio de datos para respaldar

informes de manera regular. Sin embargo, el análisis de datos requiere un mayor esfuerzo y

experiencia, por lo que la capacidad para ejecutarlo es un valor entre los trabajadores de

oficina corporativa, este esfuerzo es debido a la necesidad de entender de manera hoĺıstica el

negocio en el cual se trabaja y los resultados esperados que seŕıan de mayor provecho.

2.5. Machine Learning

El aprendizaje automático o Machine Learning (ML) se basa en la extracción de conocimien-

to a partir de los datos. También es importante resaltar que es un campo de investigación en

la intersección de la estad́ıstica, la inteligencia artificial y la informática y tiene diferentes de-
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nominaciones como análisis predictivo o aprendizaje estad́ıstico. Esta aplicación de métodos

de aprendizaje automático se ha vuelto bastante aplicado en la vida cotidiana en los últimos

años. Esto es posible identificarlo en las recomendaciones que sugieren automaticamente so-

bre qué peĺıculas ver, qué tipo de comida depedir o qué productos comprar, hasta radio en

ĺınea personalizada y reconocimiento de amigos en fotograf́ıas publicadas en redes sociales,

muchos sitios web y dispositivos modernos tienen algoritmos de aprendizaje automático en

el fondo para aprovechar al máximo el poder de los datos. En sitio web complejos como

Facebook, Amazon o Netflix, es muy probable que cada parte del sitio contenga múltiples

modelos de aprendizaje automático con fines de aprendizaje y enfocados al mejoramiento

del negocio. Fuera de las aplicaciones comerciales, el aprendizaje automático ha tenido una

influencia en la forma en que se realiza la investigación impulsada por datos hoy en d́ıa,

casi todos los campos académicos han sido permeados por algun servicio de la inteligencia

artificial.[18]

Antes de la existencia de aprendizaje automático se creaban aplicaciones inteligentes en sis-

temas que utilizaban reglas de decisión como ”si ”ó ”sino”para procesar datos y ajustarse

a la entrada que el usuario determinaba. Un ejemplo para identificar las diferencias del uso

de reglas de lógica vs el aprendizaje automático es quizás el filtro de spam de un correo

electrónico cuyo trabajo es mover los mensajes de correo electrónico entrantes apropiados a

una carpeta de spam. De acuerdo con el razonamiento de una lógica de programación, para

el procesamiento de estas palabras, se le indicaŕıa una lista de palabras que ingresaŕıan a un

correo electrónico y con esto sean marcardas como spam. Con este ejemplo de un sistema de

reglas diseñado por expertos para diseñar una aplicación inteligente es posible automatizar

las decisiones de procesamiento en cualquier sistema, sin embargo la creación manual de

reglas de decisión es factible para algunas aplicaciones, especialmente aquellas en las que los

humanos tienen una buena comprensión del proceso a modelar y esto no siempre es viable.

En este sentido existen limitaciones de funcionamiento para la implementación de lógicas de

negocio o reglas de negocio a través del tiempo, las cuales se muestran a continuación:[18]

La lógica requerida para tomar una decisión es espećıfica de un solo dominio y tarea.

Cambiar la tarea incluso ligeramente podŕıa requerir una reescritura de una lógica

completa y lo cual tendŕıa implicaciones en dinero y tiempo para la organización o

empresa.

Diseñar reglas requiere una comprensión profunda de personal con alta experiencia en

el tema y con lo cual se aseguraŕıa y confiaŕıa en la decisión humana para tomar el

camino correcto.

Un ejemplo de dónde fallaŕıa el enfoque codificado a mano o programación por lógica si-sino

es en la detección de rostros en imágenes ya que cada imagen en especial contiene unas
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caracteŕısticas en pixeles únicas y por lo tanto la evaluación de una imagen debe ser de

forma hoĺıstica y por lo tanto se evaluará como un todo. Hoy en d́ıa, cada smartphone puede

detectar un rostro en una imagen pero hace unos años la detección de rostros era un problema

sin resolver hasta aproximadamente el año 2001. El problema principal es que la forma en

que los ṕıxeles (que componen una imagen en una computadora) son ”percibidos”por la

computadora es diferente de la forma que los humanos perciben los rostros. Esta diferencia

en la interpretación del lenguaje de máquina o computadora y la representación de un rostro

hace que sea casi imposible para un humano crear un buen conjunto de reglas para describir

lo que compone un rostro en una imagen digital.[18]

Por ende, si se usa el aprendizaje automático para simplemente entrenar un algoritmo con una

gran galeŕıa de imágenes de rostros es suficiente para que un modelo de aprendizaje artificial

determine qué caracteŕısticas son necesarias para identificar un rostro.[18] Del mismo modo

en el desarrollo de este trabajo se lleva a cabo en gran parte con la implementación de

algoritmos de Machine Learning para la clasificación de clientes con probabilidad de hurto

de acuerdo con reglas y caracteŕısticas propias del cliente y la red a la cual se conecta.

2.5.1. Algoritmos supervisados

Los algoritmos de inteligencia artificial supervisados son los más utilizados ya que es posible

usar datasets de entrenamiento conocidos para lograr el funcionamiento de un modelo que

ingrese unas variables conocidas a la entrada y la salidas para que evaluar el aprendizaje del

algoritmo de acuerdo con las métricas que se verán más adelante. Se construye un modelo de

aprendizaje automático a partir de estos pares entrada/salida que conforman el conjunto de

entrenamiento. El objetivo de este entrenamiento es hacer predicciones precisas para datos

nuevos que nunca antes se hayan visto por parte del algoritmo. Este aprendizaje supervisado

necesita el esfuerzo humano para construir el conjunto de entrenamiento que es necesario

ajustar a valores numéricos que representen las variables reales, a esta parte de la labor de

procesamiento de datos se denomina normalización de los datos, aśı mismo valores tipo string

o cadenas de texto es necesario convertirlas a valores numéricos. Por lo tanto, una parte de

las bondades del esfuerzo en el manejo de datos y su tratamiento, esta en la automatización

de tareas que para en labores repetitivas sirve como ahorro en tiempo y dinero. Este trabajo

realizado por algoritmos de aprendizaje automático acelera una tarea que de otra manera

seŕıa laboriosa o inviable.[18]

Por otro lado el aprendizaje automático supervisado es uno de los tipos más comunes y

exitosos de aprendizaje automático ya que permite un entrenamiento hasta el ajuste de los

modelos de tal manera que cuando se considere el buen funcionamiento del algoritmo se

implemente con grupos de datos nuevos de manera dinámica en el tiempo.[18] Por otro lado

también es importante aclarar que existen dos tipos de algoritmos supervisados que son los

algoritmos de clasificación y los algoritmos de regresión y se explican a continuacion:
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Algoritmos de Clasificación: Este tipo de algoritmos tiene comoobjetivo predecir una

etiqueta de clasificación que es una elección de una lista predefinida de posibilidades.

A menudo, la clasificación se divide en clasificación binaria, que es el caso especial de

distinguir exactamente entre dos clases, y clasificación multiclase, que es la clasificación

entre más de dos clases. Es posible interpretar la clasificación binaria como cuando se

responde a la pregunta de śı o no o positivo y negativo. Para este caso un ejemplo de

clasificación pueden ser los correos electrónicos como fraudulentos o no fraudulentos,

en el ámbito de la ingenieŕıa de ciberseguridad esta tarea de clasificar y archivar correos

como fraudulentos puede ser crucial para la seguridad de los datos de una empresa u

organización y que un algoritmo bien entrenado para realizar clasificación de acuerdo

con unos parámetros podŕıa solucionar una gran cantidad de problemas. En la clasifi-

cación binaria, a menudo se habla de una clase siendo la clase positiva y la otra clase

siendo la clase negativa. En realidad la palabra positivo o negativo no refleja bueno

o malo respectivamente sino más bien una clase positiva quiere decir que es la clase

de objeto de estudio para ese algoritmo en particular. Entonces la definición de las la

clase llamada positiva es una cuestión subjetiva y espećıfica del objeto de estudio como

también de la persona que lo plantéa. Un ejemplo de clasificación multiclase es predecir

en qué idioma está escrita una página web a partir del texto dentro de la página. En

este caso las clases seŕıan una lista predefinida de posibilidades de idiomas.[18]

Algoritmos de Regresión: Por otro lado, los algoritmos de regresión tienen como propósi-

to predecir un valor continuo, como por ejemplo un número con decimales, o también

prever el ingreso anual de una persona basándose en su nivel educativo, edad y lu-

gar de residencia es una ilustración de una tarea de regresión. Cuando se predice por

medio del algoritmo el ingreso de esta persona, el valor estimado es una cantidad que

puede ser cualquier número dentro de un rango determinado lo cual se denomina valor

continuo. Otra instancia de una tarea de regresión seŕıa anticipar el rendimiento de

un campo de máız en función de caracteŕısticas como cosechas y rendimientos en años

anteriores, condiciones climáticas y cantidad de trabajadores en la granja. De nuevo,

el rendimiento del cultivo a predecir en este ejemplo puede ser cualquier número.[18]

Conceptos de Generalización, Overfitting y Underfitting

Cuando se hace un entrenamiento de modelos de Machine Learning es necesario modificar y

parametrizar los valores de hiperparámetros de cada modelo en particular para aprovechar

el entrenamiento y lograr los valores objetivo a optimizar. Cuando se habla de un modelo de

Aprendizaje Automático se refiere normalmente a términos como rendimiento y precisión, y

también se conoce resultados de estos algoritmos como errores de predicción. Se considera

que un modelo es bueno en Aprendizaje Automático si generaliza adecuadamente cualquier

nuevo conjunto de datos de entrada del dominio del problema. Esto permite realizar pre-

dicciones sobre datos futuros que el modelo nunca ha visto. Aśı pues, si se quiere evaluar
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qué tan bien es un modelo de aprendizaje automático aprende y generaliza nuevos datos

se debe revisar el sobreajuste (Overfitting) y el subajuste (Underfitting), que son los princi-

pales responsables de los malos desempeños de los algoritmos de aprendizaje automático.[19]

Desviación y Varianza en ML

Desvisación (Bias): El sesgo o desviación muestra el error debido a suposiciones de sim-

plificación en los datos del algoritmo de aprendizaje automático. Dichas suposiciones y sim-

plificaciones hacen que el modelo sea fácil de comprender y aprender pero en contraparte es

posible que no capturen las complejidades subyacentes de los datos. Entonces se presentaŕıa

el error debido a la incapacidad del modelo para representar con precisión la verdadera rela-

ción entre la entrada y la salida. Cuando un modelo tiene un mal rendimiento tanto en los

datos de entrenamiento como en los de prueba demuestra entonces un alto sesgo debido al

modelo simple y por tanto esto es un subajuste.[19]

Varianza: Por otro lado, la varianza es el error debido a la sensibilidad del modelo a las altas

variaciones en los datos de entrenamiento (Training). Esta variabilidad de las predicciones

del modelo para diferentes muestras de datos de entrenamiento evidencia un alto grado

de varianza y este se presenta cuando un modelo aprende del ruido de los datos y de las

fluctuaciones aleatorias de los datos de entrenamiento en lugar del patrón que se quiere

entrenar en dicho modelo. Aśı pues como resultado, el modelo funciona bien con los datos de

entrenamiento pero mal en los datos de prueba y por tanto se define como un sobreajuste.[19]

Figura 2-3: Gráfica de explicación de conceptos Underfitting, Goodfitting y Overfitting.

[19]
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Underfitting (Subajuste) en Machine Learning

Un algoritmo de aprendizaje automático con subajuste sucede cuando el modelo es dema-

siado simple para detectar las complejidades de los datos. Esto representa la incapacidad del

modelo para aprender de los datos de entrenamiento de manera efectiva, lo que resulta en

un mal rendimiento tanto en los datos de entrenamiento como en los de prueba. En términos

simples, los modelos de subajuste se caracterizan por ser inexactos, principalmente cuando

se aplican a datos nuevos. Este suceso suele ocurrir cuando se utiliza un modelo demasiado

simple con suposiciones en los datos excesivamente simples. Para ajustar este problema de

subajuste del modelo se necesitan utilizar modelos más complejos con una representación de

caracteŕısticas con mejor calidad y menos suposición de los datos y aśı el modelo de subajuste

tiene como principales caracteŕısticas el alto sesgo y bajo grado de varianza.Ver figura 2-3

Razones comunes del Subajuste

Como ya se hab́ıa mencionado el modelos demasiados simples llevan a modelos subajusta-

do, por lo que el modelo puede ser incapaz de representar las complejidades en los datos.

También es posible que las caracteŕısticas de entrada utilizadas para entrenar el modelo no

son representativas de los factores que influyen en la variable objetivo de predicción. Otra

razón puede ser el tamaño del conjunto de datos de entrenamiento utilizado muy insuficiente

para lograr identificar patrones que el algoritmo pueda utilizar al momento de recibir nuevos

datos. Una regularización de datos excesiva no permite evitar el sobreajuste y esto limita la

capacidad del modelo para capturar los datos de manera efectiva, como también las carac-

teŕısticas no están escaladas de forma correcta.

Técnicas para Reducir el Subajuste

Aumentar la complejidad del modelo.

Aumentar el número de caracteŕısticas, realizando ingenieŕıa de caracteŕısticas.

Eliminar el ruido de los datos.

Aumentar el número de épocas (Epochs) o prolongar la duración del entrenamiento

para tener mejores resultados.

Overfitting (Sobreajuste) en Machine Learning

Un modelo de ML se define sobreajustado cuando el modelo no realiza predicciones con

precisión en los datos de prueba (Train). Cuando un modelo se entrena con una gran cantidad

de datos, comienza a aprender del ruido de dichos datos y las entradas de datos inexactas

en nuestro conjunto de muestras. Esto desencadena una situación de una alta varianza al

probar con datos de prueba. En esa situación, el modelo no clasifica correctamente los datos
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debido a la gran cantidad de detalles y ruido. Las causas del sobreajuste son los métodos

no paramétricos y no lineales, ya que estos tipos de algoritmos de aprendizaje automático

tienen más libertad para la construcción del modelo en función del conjunto de datos. Por lo

tanto, pueden crear modelos no realistas. Una propuesta para evitar el sobreajuste es utilizar

un algoritmo lineal si se cuentan con datos lineales o realizar ajustes de los parámetros

del algoritmo como lo son la profundidad si se estan utilizando árboles de decisión, estos

parámetros se conocen como hiperparámetros y es posible usar técnicas para cambiar de

manera iterativa sus valores hasta llegar a la mejora combinación. En resumen, el sobreajuste

es un problema en el que la evaluación de los algoritmos de aprendizaje automático en los

datos de entrenamiento difiere de los datos no vistos por tener muchos detalles de aprendizaje

que captan rúıdo.[19]

Razones del Sobreajuste

Alta varianza y bajo sesgo.

El modelo es demasiado complejo.

El tamaño de los datos de entrenamiento.

Técnicas para Reducir el Sobreajuste

Aumentar los datos de entrenamiento

Reducir la complejidad del modelo.

Detener el entrenamiento temprano durante la fase de entrenamiento. Esto significa

verificar la pérdida en cuanto a desempeño del algoritmo durante el entrenamiento y

detener el entrenamiento tan pronto como estas pérdidas comiencen a aumentar).

Técnicas de regularización tipo Ridge y regularización tipo Lasso.

Técnicas con el uso de dropout para algoritmos basados en redes neuronales para evitar

el sobreajuste.

Tipos de técnicas de muestreo en ML

Undersampling (Submuestreo) En este enfoque, se extrae y elimina una muestra aleato-

ria de eventos de la clase mayoritaria en el conjunto de entrenamiento, con la desventaja

que en esta técnica la pérdida de información o en ocasiones la eliminación de datos

importantes para el proceso de aprendizaje.

Oversampling (Sobremuestreo) También existe la opción que en lugar de eliminar datos

replicarlos. El sobremuestreo es un método en el qu se replican exactamente eventos

representativos de la clase minoritaria en el conjunto de entrenamiento. Sin embargo, la

creación de múltiples instancias de ciertas filas puede hacer que el algoritmo clasificador

sea demasiado espećıfico, lo que provoca problemas de sobreajuste.
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SMOTE (Técnica de Sobremuestreo Sintético para la Clase Minoritaria) En este enfo-

que, se generan filas ”sintéticas 2se añaden a la clase minoritaria o de menor cantidad

de muestras. Las muestras artificiales se crean usando la similitud de los eventos de

la clase minoritaria de acuerdo a sus caracteŕısticas. Esto permite mitigar el desequili-

brio de clases sin eliminar datos ni replicarlos exactamente, evitando aśı problemas de

sobreajuste.[20] Aśı pues, Los clasificadores estándar están diseñados para disminuir

el error de clasificación en terminos generales sin importar que tipo de distribución

de clases se tenga. Por tanto el desempeño de estos clasificadores automáticos tiende

al sesgo hacia las muestras de la clase mayoritaria a expensas de la precisión de la

clase minoritaria. Existen principalmente tres enfoques para abordar el problema de

desequilibrio de datos: el enfoque sensible al costo, el enfoque a nivel de algoritmo y el

enfoque a nivel de datos. El enfoque sensible al costo utiliza matrices de costos para

establecer costos de clasificación incorrecta según la importancia de la clase y el grado

de desequilibrio entre clases. Este enfoque a nivel de algoritmo usa adaptación de los

detalles de clasificación para presente prioritariamente el problema de desequilibrio.

Por ejemplo existe un trabajo en la modificación del clasificador K-Nearest Neighbor

(KNN) como también otras investigaciones se enfocan en ajustar árboles de decisión y

también algunos enfoques modifican las máquinas de vectores de soporte (SVM) , todos

de una manera que presta una atención especial a la clase minoritaria. El enfoque a

nivel de datos se fundamenta en modificar los datos intentando equilibrar dichas clases

minoritarias y mayoritarias. Lo cual se puede lograr eliminando algunas muestras de

la clase mayoritaria (llamado submuestreo) o aumentando el número de muestras de

la clase minoritaria (llamado sobremuestreo). Una técnica muy exitosa para generar

nuevos datos es la llamada Técnica de Sobremuestreo Sintético de la Clase Minoritaria

o SMOTE. Se basa en muestrear datos de la clase minoritaria generando puntos de

datos en el segmento de la ĺınea que conecta un punto de datos seleccionado al azar

y uno de sus K-vecinos más cercanos. Esta forma de muestreo es simple y extrema-

damente exitosa en la práctica y estoe ha vuelto ampliamente utilizada. Sin embargo

el único problema con la técnica SMOTE es que no está fundamentada en una sólida

teoŕıa matemática. Pero esto no significa que la técnica de sobremuestreo SMOTE no

sea efectiva, al contrario es una técnica altamente efectiva para generar datos nuevos

en conjuntos de datos desequilibrados.[20]

El procedimiento de sobremuestreo SMOTE se puede resumir en los siguientes pasos:

Para cada patrón X0 de la clase minoritaria, se realiza lo siguiente:

• Elija uno de sus K vecinos más cercanos X (que también pertenezca a la clase

minoritaria).
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• Cree un nuevo patrón Z en un punto aleatorio en el segmento de ĺınea que conecta

el patrón y el vecino que se ha seleccionado, de la siguiente manera:

Z = X0 + w(X −X0) (2-1)

W es una variable uniforme aleatoria en el rango de [0-1]. [20]

GoodFitting en modelos estad́ısticos

Un modelo estad́ıstico se considera con un buen ajuste en el caso en el que el modelo realiza

predicciones con un error de 0, esto significa que tiene una buena adaptación a los datos.

Esta situación se puede lograr en un punto intermedio entre el sobreajuste y el subajuste.

Para comprenderlo, es necesario observar el rendimiento del modelo a medida que aprende

del conjunto de datos de entrenamiento con el tiempo, lo cual conlleva un seguimiento de las

métricas de evaluación de algoritmos de ML. Con el entrenamiento de modelos se mejorará el

aprendizaje y por tanto el error del modelo en los datos de entrenamiento y prueba continuará

disminuyendo. Si el aprendizaje continúa durante demasiado tiempo el modelo se volverá más

propenso al sobreajuste debido a la presencia de ruido y detalles menos útiles. No obstante,

el rendimiento de nuestro modelo disminuirá. Para lograr un buen ajuste, se deben detener

lo entrenamientos en el momento justo antes de que el error comience a aumentar. En este

punto, se puede decir que el modelo tiene muy buenas habilidades tanto en conjuntos de

datos de entrenamiento (Train) como en nuestros datos de prueba no vistos (Test).[19]

Tipos de Algoritmos Supervisados de ML

Figura 2-4: Flujo entrenamiento y aplicación de algoritmo de ML supervisado.
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2.5.2. Algoritmos no supervisados

El aprendizaje automático no supervisado, utiliza algoritmos para analizar, agrupar conjun-

tos de datos sin etiquetas. El término no etiquetado se hace referencia a que no se tiene una

regla apriori definida para que el algoritmo tenga un aprendizaje sino que el algoritmo por

si mismo deberá detectar patrones en los datos y mostrar resultados de ese análisis. Por lo

tanto estos algoritmos descubren patrones ocultos o agrupamientos de datos sin necesidad de

intervención humana. Entonces estos algoritmos tienen capacidad para encontrar similitudes

y diferencias en la información que los convierten en la solución ideal para el análisis explo-

ratorio de datos, estrategias de venta cruzada, segmentación de clientes y reconocimiento de

imágenes.[21]

Los modelos de aprendizaje automático no supervisado se usan en tres tareas que se pueden

denominar como principales:

1. El agrupamiento.

2. La asociación.

3. La reducción de dimensionalidad.

Agrupamiento

El agrupamiento es una técnica de mineŕıa de datos que agrupa datos no etiquetados en

función de sus similitudes o diferencias. Los algoritmos de agrupamiento se utilizan para

procesar objetos de datos sin clasificar en grupos representados por estructuras o patrones

en la información. Los algoritmos para agrupamiento se pueden dividir en varios tipos que

son 1) Espećıficamente exclusivos, 2) Superpuestos, 3) Jerárquicos y 4) Probabiĺısticos.[21]

La agrupación exclusiva y la agrupación superpuesta

La agrupación exclusiva es una forma de agrupación que implica la existencia de un punto de

datos que solo puede pertenecer a un grupo. También se puede denominar agrupación fuerte.

Aśı pues, el algoritmo de agrupación K-means es un ejemplo de agrupación exclusiva ya que

en esta técnica se asignan a K grupos una cantidad de de puntos de datos y también en donde

K representa el número de grupos según la distancia desde el centroide de cada grupo. Los

puntos de datos más cercanos a cada centroide generado se agrupa en la misma categoŕıa. Un

valor de K más grande indica que las agrupaciones son más pequeñas y por tanto con más

granularidad. Mientras que un valor de K más pequeño tendrá agrupaciones más grandes

de puntos de datos y menor grado de granularidad. Esta técnica de agrupación K-means

se utiliza comúnmente en casos de uso como segmentaciones de mercado, agrupación de

documentos, clasificación de imágenes y compresión de imágenes. Estos grupos superpuestos

difieren de la agrupación exclusiva ya que permiten que los puntos de datos esten contenidos
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en múltiples grupos con grados de membreśıa separados. La agrupación suave o agrupación

difusa K-means sirve como un ejemplo de agrupación superpuesta.[21]

Agrupación jerárquica

La agrupación jerárquica, también conocida como análisis jerárquico de clusters (HCA),

es un algoritmo de agrupación no supervisado que se puede categorizar de dos maneras:

aglomerativo o divisivo. La agrupación aglomerativa se considera un enfoque ”de abajo hacia

arriba”. Inicialmente, los puntos de datos se dividen y áıslan en agrupaciones separadas

unas de otras para luego fusionarse de manera iterativa en función de la similitud hasta

que se logran grupos únicos. A continuación se muestran los cuatro métodos para medir la

similitud[21]:

1. Enlace tipo Ward: Este método define que la distancia entre dos grupos de datos se

define por el incremento en la suma de los cuadrados luego de la fusión de los grupos.

2. Enlace promedio: Este método se define por la distancia media entre dos puntos en

cada grupo.

3. Enlace completo (o máximo): Para este método se establece que debe haber una dis-

tancia máxima entre dos puntos en cada grupo.

4. Enlace único (o enlace mı́nimo): Este método se define por la distancia mı́nima o más

corta entre dos puntos en cada grupo diferente. Esta distancia euclidiana es la métrica

más común usada para calcular dichas distancias. Aunque existen otras métricas como

la distancia de Manhattan.

La agrupación divisiva

Esta agrupación se puede definir como lo contrario de la agrupación aglomerativa debido a

que sigue un enfoque denominado de arriba hacia abajo. En este caso, un clúster de datos

se divide de acuerdo con las diferencias entre los puntos de datos. Aunque la agrupación

divisiva no se usa normalmente, si sigue siendo relevante en la agrupación jerárquica. Estos

procesos de agrupación generalmente se pueden visualizar mediante un dendrograma, un

diagrama similar a un árbol que documenta la fusión o división de puntos de datos en cada

iteración.[21]

2.5.3. Agrupación probabiĺıstica

Un modelo probabiĺıstico de agrupación es una técnica no supervisada que puede ayudar a

resolver problemas de estimación de densidad. En la agrupación probabiĺıstica, los puntos

de datos se juntan en función de la probabilidad a la que pertenezcan de forma particular.

El modelo de mezcla Gaussiana (GMM) es uno de los métodos de agrupación probabiĺıstica
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más utilizados.[21]

Los Modelos de Mezcla Gaussiana están compuestos por un número no espećıfico de funciones

de distribución de probabilidad. Los GMM se usan principalmente para la determinación de

qué distribución de probabilidad gaussiana o normal pertenece un punto de datos dado. Si

se reconocen la media o la varianza se pueden determinar a qué distribución pertenece un

punto de datos. Sin embargo, en los GMM estas variables no son conocidas y por tanto se

asume que existe una variable latente para agrupar adecuadamente los puntos de datos. [21]

2.5.4. Reglas de asociación

Se define como regla de asociación a un método basado en reglas para encontrar relaciones

entre distintas variables en un conjunto de datos espećıfico. Dichos métodos se usan frecuen-

temente para el análisis de la cesta de la compra y esto permite a las empresas comprender

de mejor manera las relaciones entre diferentes productos y los hábitos de compra. Esto sig-

nifica comprender los hábitos de consumo que los clientes tienen y sus patrones para lograr

que las empresas desarrollen mejores estrategias de venta cruzada y motores algoritmicos de

recomendación. Algunos ejemplos de esto se pueden ver en clientes que compraron grupos

de art́ıculos en tiendas como Amazon. O también la lista de reproducción ”X”de Spotify.

Aunque hay algunos algoritmos diferentes utilizados para generar reglas de asociación, como

Apriori, Eclat y FP-Growth, el algoritmo Apriori es el más ampliamente utilizado[21]

2.5.5. Manejo de valores at́ıpicos (Outliers)

La presencia de anomaĺıas o valores at́ıpicos plantea desaf́ıos al entrenar algoritmos de apren-

dizaje automático o al ejecutar técnicas estad́ısticas. Estos valores inusuales en los datos sue-

len ser el resultado de errores en las mediciones o de condiciones extrañas en el sistema de

estudio en cuestión. Lo que significa es que estos outliers no representan el comportamiento

t́ıpico del sistema en estudio. Una práctica recomendada suele ser llevar a cabo una fase de

eliminación de valores at́ıpicos antes de proceder con un análisis más detallado. Sin embargo,

es importante tener en cuenta que en ciertos casos, los valores at́ıpicos pueden proporcionar

información valiosa sobre anomaĺıas espećıficas en el sistema en su conjunto. Por lo tanto, la

detección de valores at́ıpicos puede ser un paso valioso, ya que puede ofrecer observaciones

adicionales que enriquecen la comprensión de los datos. Existen diversas técnicas disponibles

para detectar y, en algunos casos, eliminar los valores at́ıpicos de un conjunto de datos. En

esta gúıa, se presenta una implementación de cuatro de las técnicas más comunes, que inclu-

yen enfoques tradicionales y enfoques más innovadores. El propósito es ayudar a los usuarios

a comprender cuál de estas técnicas puede ser más adecuada para satisfacer sus necesidades

espećıficas.
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Técnicas de detección de valores at́ıpicos (Outliers)

1. Valores at́ıpicos numéricos: Este es un método de detección de valores at́ıpicos simple

y no paramétrico en un espacio de caracteŕısticas unidimensionales. En este caso los

valores at́ıpicos se calculan mediante el rango Inter-Cuartil (IQR). Se calcula el primer

y el tercer cuartil (Q1, Q3). Un valor at́ıpico es entonces un punto de datos Xyo que

se encuentra fuera del rango intercuartil. [22]Es decir:

Xyo > Q3 + k(yoQR) ∨Xyo < Q1 − k(yoQR)

donde: yoQR = Q3−Q1 y k > 0 Entonce por ejemplo, el valor multiplicador intercuartil

k = 1.5, los ĺımites de rango son los t́ıpicos bigotes superior e inferior de una gráfica

de caja. Este tratamiento at́ıpico se puede implementar fácilmente en la plataforma

KNIME Analytics utilizando el nodo Numeric Outliers.[22]

2. Z-Score: La puntuación Z es una técnica para identificar valores at́ıpicos en un espacio

de caracteŕısticas con una o pocas dimensiones. Este método se basa en la suposición de

que los datos siguen una distribución gaussiana. Los valores at́ıpicos son aquellos puntos

de datos que se encuentran en la parte extrema de la distribución, lo que significa que

están significativamente alejados de la media. La determinación de qué tan lejos deben

estar se basa en un umbral establecido denominado zth, [22]que se calcula mediante la

siguiente fórmula:

zy0 =
Xy0 − µ

σ

En donde Xy0 es un punto de datos y µ es el medio de todos los Xy0 y σ es la desviación

estándar los valores deXy0. Entonces se denomina como valor at́ıpico un punto de datos

normalizado que tenga un valor absoluto mayor que Zth y se define matemáticamente

aśı:

|Zy0| > Zthr

3. DBSCAN: Esta técnica se fundamenta en el método de agrupación DBSCAN, que es

un enfoque no paramétrico para la detección de valores at́ıpicas. Esta técnica se basa en

la densidad de datos en un espacio que puede ser unidimensional o multidimensional.

En el contexto de la técnica DBSCAN, cada punto de datos se clasifica en una de tres

categoŕıas: Puntos Principales, Puntos Fronterizos o Puntos de Ruido.[22]

• Los Puntos principales son aquellos puntos de datos que tienen al menos un núme-

ro mı́nimo de vecinos, denominado MinPts, dentro de una distancia ϵ.

• Los Puntos Fronterizos son vecinos de un Punto Central, pero tienen menos de

MinPts vecinos dentro de la distancia ϵ.

Todos los demás puntos de datos se consideran Puntos de Ruido, que también se iden-

tifican como valores at́ıpicos. Es relevante destacar que la detección de valores at́ıpicos
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en esta técnica depende de factores como la cantidad mı́nima de vecinos requeridos , la

distancia ϵ utilizada y la métrica de distancia seleccionada, que puede ser Euclideana

o de Manhattan, etc. [22]

4. Bosque de aislamiento: Este método es de naturaleza no paramétrica y se utiliza en

conjuntos de datos extensos en un espacio de caracteŕısticas que puede tener una sola

dimensión o múltiples dimensiones.

Un aspecto esencial en este enfoque es el concepto de ”número de aislamiento”. El

número de aislamiento se refiere a la cantidad de divisiones requeridas para aislar un

punto de datos espećıfico. Este número se determina siguiendo estos pasos:

a. Se elige de forma aleatoria un punto llamado a para comenzar el proceso de

aislamiento.

b. Luego, se selecciona otro punto de datos de manera aleatoria, denominado b, que

se encuentra dentro del rango entre el valor mı́nimo y máximo y que es diferente

de a.

c. Si el valor de b es menor que el valor de a, se establece b como el nuevo ĺımite

inferior.

d. Si el valor de b es mayor que el valor de a se configura b como el nuevo ĺımite

superior.

e. Este procedimiento se repite siempre que haya puntos de datos distintos de a

entre el ĺımite superior e inferior.

Un aspecto clave de este método es que se requieren menor candidad de divisiones

para aislar un valor at́ıpico en comparación con un punto de datos que no es at́ıpico.

Esto implica que un punto de datos se clasifica como un valor at́ıpico si su número de

aislamiento es inferior a un umbral predefinido. La determinación de dicho umbral de

cercańıa se basa en el porcentaje estimado de valores at́ıpicos en los datos y sirve c

para la implementación de este algoritmo de detección de valores at́ıpicos.[22]

2.5.6. Clasificación de datos desbalanceados

La evaluación o entrenamiento del modelo de Machine Learning es una parte importante de

un proyecto de ciencia de datos, puesto que es esta parte la que cuantifica cuán bueno es

el modelo como también cuánto ha mejorado con respecto a las versiones anteriores que se

hayan entrenado. Sin embargo, existen grupos de datos en los cuales se requiera aplicar una

estrategia de clasificación con algún algoritmo y se encuentre que los datos estan desbalan-

ceados una clase respecto a la otra. Este caso no es inusual en aplicaciones de aprendizaje

automático ya que tratar con conjuntos de datos desequilibrados es muy común en cam-

pos como la detección de fraudes en tarjetas de crédito, intrusiones en redes informáticas,
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diagnósticos médicos y en el caso de estudio de este trabajo la probabilidad de un cliente de

un sistema eléctrico de ser hurtador o no.[23]

El desequilibrio de datos se refiere a la distribución desigual de clases dentro de un conjunto

de datos, es decir, que hay muchos menos eventos en una clase en comparación con las otras.

Por ejemplo, se tiene un conjunto de datos para la detección de fraudes en tarjetas de crédito

en los cuales la mayoŕıa de casos de las transacciones no son fraudulentas y se tienen muy

pocas como evidencia veŕıdica de fraude. Esta clase minoritaria por convención se denomina

la clase positiva, esto debido a que lo que queremos es entrenar de alguna manera una algo-

ritmos que detecte casos de fraude dentro de un conjunto de datos.[23]

Los algoritmos de clasificación automáticos poseen un buen funcionamiento cuando existe

un equilibrio de clases y con esto el agoritmo tendŕıa suficientes muestras de eventos para

cada una y con ello determinar unas reglas de aprendizaje que logren adaptarse a nuevos

datos desconocidos. Por lo tanto, si los datos están desequilibrados, el rendimiento de la ma-

yoŕıa de los algoritmos de aprendizaje estándar se verá comprometido, porque su propósito

es maximizar la precisión general (por ejemplo Accuracy). En este sentido por ejemplo un

conjunto de datos con eventos negativos en un 99% y eventos positivos en un 1% , entonces

al intentar esforzar el entrenamiento al 100% tendŕıamos un algoritmo con una precisión

perfecta pero su funcionalidad será nula ya que no existen suficientes datos positivos para

aprender a clasificar de manera correcta nuevos datos. Entonces, por ejemplo de un conjun-

to de datos de detección de fraudes en tarjetas de crédito o debito esto significaŕıa que el

modelo tiene tendencia a clasificar fraudes como no fraudulentas lo cual no es bueno en la

práctica.[23]

Como resultado de la puesta en funcionamiento de algoritmos supervisados entrenados con

datos desbalanceados, se tiene que la precisión general no es suficiente para evaluar el rendi-

miento de los modelos con datos nuevos. Entonces es necesario tener en consideración otras

estad́ısticas, como la kappa de Cohen y la medida F. La medida F captura tanto la precisión

como la recuperación, mientras que la kappa de Cohen tiene en cuenta la distribución a

priori de las clases objetivo. Por lo tanto, un clasificador ideal debeŕıa proporcionar una alta

precisión en la clase minoritaria sin comprometer la precisión en la clase mayoritaria.[23] Por

lo tanto es necesario corregir el desbalance de clases haciendo un ajuste a las predicciones de

clase de probabilidad, entonces para el caso de un clasificador binario se utiliza la siguiente

ecuación:

P ′
+ =

P+ ∗ (p0+
pt+

)

P+ ∗ (p0+
pt+

) + (1− P+) ∗ (1−p0+
1−pt+

)
(2-2)

P ′
− =

(1− P+) ∗ (1−p0+
1−pt+

)

P+ ∗ (P0+

Pt+
) + (1− P+) ∗ (1−P0+)

(1−Pt+)

(2-3)
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En donde:

P+ es la probabilidad positiva de la clase predicha por el modelo.

P0+ es la proporción datos de clase positiva en los datos originales

Pt+ es la proporción de datos de la clase positiva en los datos de entrenamiento.

P ′
+ la probabilidad corregida de la clase negativa.[23]

2.5.7. Evaluación de costos de un modelo de clasificación

En la práctica el rendimiento de un clasificador generalmente se evalúa en términos de análi-

sis de costo-beneficio: aśı pues, las predicciones de clase correctas generan ganancias y por

otro lado las predicciones de clase incorrectas generan costos. Para el enfoque que se aborda

en documento este beneficio o costo se relaciona directamente con la visita en terreno de un

cliente con un positivo marcado por el modelo y los hallazgos evidenciados en la inpección.

Si la inspección realizada demuestra una defraudación de flúıdos la compañ́ıa que presta

el servicio puede cobrar al cliente el valor de la inspección y hasta 5 meses hacia atrás de

consumo no registrado correctamente. administrativos. [23]

La matriz de costos a continuación resume los costos asignados a los diferentes resultados

de clasificación. La clase minoritaria, “ fraudulenta ”, se define como la clase positiva, y “

leǵıtimo ” se define como la clase negativa. Ver tabla 2-1

Tabla 2-1: Matŕız de costos con las asignaciones a diferentes resultados de inspecciones

asociadas a hurto de enerǵıa.
Clase predicha

Clase actual Leǵıtimo (Negativo) Fraudulento (Positiva)

Leǵıtimo (Negativo) 0 Costos administrativos (Adm)

Fraudulento (Positiva) Depende de la cantidad de hurto Costos administrativos (Adm)

De acuerdo con la tabla 2-1 el costo total del modelo de predicción y/o clasificación de

pérdidas por defraudación de flúıdos será:

Costo = FN − AMOUNTj + FP ∗ Adm+ TP ∗ Adm (2-4)

En donde:

FN (Falsos negativos) es el número de predicciones falsas leǵıtimas.
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FP (Falsos positivos) es el número de predicciones falsas en casos de fraude positivos.

TP (Verdaderos positivos) es el número de predicciones verdaderas en casos de fraude

positivos.

AMOUNTj Es la cantidad de fraudes predecidos como verdadaderos para casos de

fraude leǵıtimos.

Por lo tanto para la evaluación de costo beneficio del env́ıo de operaciones se debe tener en

cuenta la cantidad de predicciones tanto positivas como negativas para calcular la implicación

en costos vs ingresos del modelo de clasificación. Por lo tanto la función que representa la

reducción de costos para la búsqueda de fraudes es [23]:

CostRed =
(Amf)− (Cm)

Amf
(2-5)

En dónde:

Amf es la cantidad del fraude.

Cm es el costo del modelo.

2.5.8. Métricas para evaluación de Algoritmos de Machine Lear-

ning

La evaluación o puntuación del modelo de Machine Learning es una parte primordial de un

proyecto de ciencia de datos y es esta parte la que cuantifica qué tan bueno es tu modelo,

cuánto ha mejorado con respecto a la versión anterior, cuánto mejor es que el modelo de

otro y cuánto margen de mejora tiene aún. Como ya se hab́ıa mencionado anteriormente un

modelo de clasificación predice dos o más clases conocidas. Como ejemplo esta la retención

de clientes o la no retención, correo no deseado o correo electrónico normal, tumor maligno o

tumor benigno. Por tanto la matriz de confusión muestra la distribución de las clases reales

y las clases predichas por el algoritmo y es el punto de partida para evaluar el desempeño

de cualquier modelo de clasificación. Las clases pueden ser igualmente importantes ya que

al clasificar un fraude como un caso normal es necesario evaluar que tan importantes son los

casos de falsos positivos que se puedan perder por falta de entrenamiento y esto se puede

evaluar en la matŕız de confusión. También puede pasar que predecir una clase correctamente

puede ser más importante, cuando se intenta encontrar tumores malignos por ejemplo. En

este último caso como en temas de fraudes de cualquier ı́ndole se tratan a menudo datos

desequilibrados y se intenta predecir correctamente la clase de interés o minoritaria.[24]
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2.5.9. Matriz de confusión

La matriz de confusión tiene como fin la evaluación de resultados de algoritmos de clasi-

ficación binomial. Aśı pues, lo primero que se debe hacer es tomar una de las dos clases

como la clase de interés o clase positiva y su valor en el caso de este documento será uno.

El otro valor se define automáticamente como la clase negativa, que en el desarrollo de este

documento se denominará como cero 0. A continuación se muestra una matŕız de confusión

como ejemplo[24]:

Tabla 2-2: Matŕız de confusión
Clase predicha

Clase actual Positiva Negativa

Positiva TP FN

Negativa TN FN

La matriz de confusión informa los siguientes datos:

(TP): Estos se llaman Verdaderos Positivos. El número de verdaderos positivos se

ponen en la celda superior izquierda.

(FN): Estos se llaman Falsos Negativos . El número de falsos negativos se ponen en la

celda superior derecha.

(FP): Estos se llaman Falsos Positivos . El número de falsos positivos se ponen en la

celda inferior izquierda.

(TN): Estos se llaman Verdaderos Negativos. El número de verdaderos negativos se

ponen en la celda inferior derecha.

Por lo tanto, las predicciones correctas se encuentran en la diagonal con letras en negrita y

las predicciones incorrectas están en la diagonal con letras sin negrita.

2.5.10. Medidas para Estad́ısticas de Clase

Las estad́ısticas de clase resumen el rendimiento del modelo para las clases positiva y negati-

va de forma separada y por tanto esta es la razón por la que sus valores y las interpretaciones

pueden cambiar con una definición diferente de la clase positiva y a menudo se expresan en

forma de pares: 1) Sensibilidad y Especificidad, 2) recall y precisión. Estos pares de estad́ısti-

cas o métricas ofrecen una vista más completa del rendimiento del modelo. Es importante

destacar que ambos pares de estad́ısticas se caracterizan por una relación inversa: mejorar

una a menudo implica la reducción del otro. [24]



2.5 Machine Learning 33

2.5.11. Sensibilidad y Especificidad

Estos valores son muy importantes para la evaluación de modelos de Machine Learning ya que

de acuerdo con la necesidad se puede verificar que tan acertivo es el modelo de clasificación

separando los casos de la clase positiva y de la clase negativa, a contiuación un ejemplo del

cálculo de ambos parámetros con una matŕız de confusión:

Tabla 2-3: Matŕız de confusión para cálculo de ejemplo para sensibilidad y precisión

# Filas 2000
TPE

(PREDICHO)

NORMAL

(PREDICHO)

TPE

(ACTUAL)
265 145

Sensibilidad

= 265/(265+145) = 0.646

NORMAL

(ACTUAL)
390 1200

Especificidad

= 1200/(1200+390) = 0.754

La sensibilidad mide el rendimiento de predicción del modelo para la clase positiva. Para el

caso de las inspecciones hechas a clientes de una empresa de enerǵıa eléctrica se define la

clase positiva como las inspecciones que tengan una marca de TPE (True Positive Energy)

es decir un hallazgo de hurto o subregistro de enerǵıa.

Sensibilidad =
TP

TP + FN
=

265

265 + 145
= 0,646 (2-6)

Se divide el número de verdaderos positivos por el número de todos los eventos positivos

en el conjunto de datos: los eventos de la clase positiva predichos correctamente (TP) y

los eventos de la clase positiva predichos incorrectamente (FN). En este ejemplo, el modelo

alcanza un valor de sensibilidad de 0.646. Esto significa que aproximadamente el 64.6% de

las inspecciones con hurto o subregistro se hacen de manera correcta.

Por otro lado, la especificidad mide el rendimiento de predicción del modelo para la clase

negativa, es decir, qué proporción de las inspecciones que no tienen ni hurto ni subregistro

se predicen de manera correcta.

Especificidad =
TN

FP + TN
=

1200

1200 + 390
= 0,754 (2-7)

En este caso se divide el número de verdaderos negativos entre el número de todos los eventos

negativos en el conjunto de datos. La cantidad de eventos de la clase negativa predichos

incorrectamente (FP) y los eventos de la clase negativa predichos de manera correcta (TN). Y

aśı el modelo obtiene un valor de especificidad de 0.754, lo que significa que menos del 25% de

todas las inpecciones que no estan asociadas a hurto o subregistro se hacen incorrectamente

y un 75% se hacen bien.
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2.5.12. Recall, Precisión y F-Measure

Otras métricas importantes en la evaluación de modelos de Machine Learning son Recall,

Precision y F-Measure que se calculan como se muestra en la siguiente tabla 2-4:

Tabla 2-4: Ejemplo: Matŕız de confusión para cálculo de Recall, Precision y F-Measure.

# Filas 2000
TPE

(PREDICHO)

NORMAL

(PREDICHO)

TPE

(ACTUAL)
265 145

Recall

= 265/(265+145)

= 0.646

NORMAL

(ACTUAL)
390 1200

Precision

= 265/(265+390)

=0.404

De manera similar a la sensibilidad, la métrica Recall mide el desempeño del algoritmo para

la clase positiva. Por lo tanto la fórmula para su cálculo es:

Recall =
TP

TP + FN
=

265

265 + 145
= 0,646 (2-8)

Por otro lado, la precisión mide el desempeño de la clase positiva, que es la proporción de

predicciones de hurto hechas por el algoritmo que son realmente hurto de acuerdo a los datos

de entrenamiento. Se define de la siguiente manera:

Precision =
TP

TP + FP
=

265

265 + 390
= 0,404 (2-9)

El valor de 0.40 para la precisión quiere decir que el algoritmo es capaz de detectar un

40% de hurtadores de enerǵıa, lo cual es un desempeño muy malo. Si esta fuera la métrica

que evidencia el algoritmo en etapa de entrenamiento se debeŕıa hacer revisión de datos de

entrada al algoritmo para verificar si existen datos inconsistentes llamados Outliers y luego

de eso verificar hiperparámetros de cada algoritmo.Entonces la métrica Recall y Precision

se pueden reportar como una medida combinada la cual se denomina la media armónica de

Recall y Precision aśı:

F −measure = 2 ∗ Recall ∗ Precision

Recall + Precision
=

0,646 ∗ 0,404
0,646 + 0,404

= 0,248 (2-10)

Aśı pues la matŕız de confusión y la métricas calculadas a través de sus valores son de uso

primordial para la evaluación de algoritmos de Machine Learning. Aśı mismo como se define

un problema binomial de clasificación también existen problemas que se pueden tratar de
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manera multinomial que tendrán tres o más clases por las cuales se redefiniŕıan las métricas,

sin embargo no es el enfoque de este trabajo el tratamiento de algoritmos de clasificación

multinomial y por tanto se enfocará el problema binomial fraudulento/No fraudulento para

el problema de pérdidas no técnicas de enerǵıa eléctrica.

2.5.13. Métricas de puntuación numéricas

Los modelos de Machine Learning tienen muchas consecuencias en el mundo real, desde

las decisiones de los gestores de carteras hasta la fijación de precios de la electricidad en

diferentes momentos del d́ıa, la semana y el año. Por lo tanto las métricas de puntuación

numérica son necesarias para los siguientes análisis:

Seleccionar el modelo más preciso.

Estimar el impacto del error del modelo en el mundo real.

Por un lado la selección del modelo más preciso hace referencia a que se prueben y comparen

diferentes modelos de Machine Learning de forma numérica con las métricas expuestas de

matŕız de confusión y también otras métricas. También el impacto del error es importante

de evaluar ya que en la práctica los errores cuestan un dinero y de acuerdo con eso se debe

verificar si es un error que se puede asumir o si definitivamente se debe ajustar y mejorar.

A continuación se verán algunas métricas importantes para el desarrollo y evaluación de

proyectos de Machine Learning:

2.5.14. Precisión de la predicción (Accuracy)

Rooot Mean Squared Error

El Root Mean Square Error (RMSE) es uno de los principales indicadores de desempeño para

un modelo de regresión y se utiliza para medir la diferencia promedio entre las predicciones

realizadas por el modelo en comparación con los valores reales. Este indicador sirve para

estimar la precisión de la capacidad del modelo para predecir el valor objetivo. En el caso

del RMSE, un valor menor indica un mejor rendimiento del modelo y en teoŕıa un modelo

perfecto que siempre predice el valor exacto tendŕıa un RMSE de 0. Una ventaja del RMSE

es que representa la cantidad de error en la misma unidad que la variable objetivo y esto

facilita su interpretación. Entonces se puede mejorar el RMSE incorporando otras variables

influyentes en el conjunto de datos de entrenamiento y con esto el modelo tendŕıa más

información para entrenamiento.[25] Ver tabla 2-5.

Mean Absolute Error

El error estándar de la media, que también se conoce como la media de los errores, es una

medida que evalúa la precisión de las estimaciones realizadas por un modelo. La utilidad de
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esta métrica radica en determinar cuán precisa es la estimación de la media de la población

mediante la media de las predicciones del modelo. Cuando el error estándar de la media es

igual a cero, significa que la media del modelo coincide exactamente con los datos reales. Por

otro lado, cuando se obtienen valores negativos, esto indica que el modelo sistemáticamen-

te subestima los valores, generando con frecuencia estimaciones por debajo de los valores

reales.[25]Ver tabla 2-5.

Mean Absolute Percentage Error

La dispersión de errores con respecto al valor real se refiere a cuánto se alejan los errores

individuales unos de otros. La desviación estándar del error, o simplemente la desviación

estándar, es una medida de la variabilidad que cuantifica cuán diferentes son los errores

entre śı. Cuando la desviación estándar es baja, significa que los errores tienden a estar

cercanos a la media del conjunto de datos, mientras que una desviación estándar alta indica

que los errores se encuentran dispersos en un rango de valores más amplio.[25]Ver tabla 2-5.

Mean Signed Difference

La ”Desviación Media con Signo.o ”Diferencia Media con Signo.o .Error Medio con Signo”)

calcula las diferencias promedio entre el valor verdadero y la estimación. Una métrica relacio-

nada es el .Error Absoluto Medio”(MAE). La ”Desviación Media con Signorara vez se utiliza,

ya que los errores positivos y negativos tienden a compensarse entre śı. Por ejemplo, si se

calcula la ”Desviación Media con Signo”para los valores (200, -200) y (0, 0), se obtendŕıa un

valor aparentemente perfecto de 0. Sin embargo, apesar de que la estimación difiere consi-

derablemente del valor verdadero y por tanto métrica MAE (Mean Absolute Error) intenta

corregir esta mala señal tomando el valor absoluto de las diferencias antes de calcular la

media. Esta métrica se calcula como la media de (valor verdadero - estimación), siguiendo

la convención de que un .error”se calcula como el valor observado menos el valor predicho.

resultado.[25]Ver tabla 2-5.

R-squared

El coeficiente R al cuadrado, comúnmente abreviado como R2, evalúa la capacidad de un

modelo de regresión para ajustarse a los datos reales y, en esencia, refleja la precisión ge-

neral del modelo. R2 también se conoce como el coeficiente de determinación en términos

estad́ısticos. La escala de medición de R2 va de 0 a 1, donde un valor de 1 indica que el

modelo predice de manera perfecta los valores en el campo objetivo, mientras que un valor

de 0 indica que el modelo no tiene capacidad predictiva alguna. En situaciones reales, el valor

de R2 suele ubicarse en algún punto intermedio entre estos dos extremos. Aśı pues, cuando

solo hay una variable de entrada, el valor de R al cuadrado es equivalente al cuadrado del

coeficiente de correlación de Pearson. 2-5
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2.5.15. Índice Gini

Por otro lado, existe una medida de capacidad predictiva que se basa en la curva de Lorenz y

es conocido en estad́ıstica como el ı́ndice GINI. El ı́ndice de Gini es directamente proporcional

al espacio entre la ĺınea aleatoria y la curva que genera por el modelo. En otros términos

más precisos, el ı́ndice GINI se define como el área ubicada bajo la curva de Lorenz lo

que es equivalente al área entre la curva de intercambio y la curva resultante multiplicada

por 2.[25] Entonces el Índice de Gini es una métrica esencial para evaluar la impureza en

algoritmos de árboles de decisión empleados en tareas de clasificación. Este ı́ndice cuantifica

la probabilidad de que una prueba seleccionada al azar sea clasificada de manera incorrecta

por un algoritmo de árbol de decisión, y su valor oscila entre 0 (indicando pureza total) y

1 (indicando impureza completa). El ı́ndice GINI toma valores en un rango de 0 a 1, donde

el valor 0 se relaciona con un modelo completamente aleatorio y el valor 1 se asocia con un

modelo ideal. Su cálculo se define a partir de la fórmula de Brown aśı:

G = |1−
n−1∑
k=1

(Xk+1 −Xk)(Yk+1 − Yk)| (2-11)

En donde:

G: Índice de Gini

X: Proporción acumulada de la variable población

Y: Proporción acumulada de la variable ingresos.

2.5.16. Índice de impureza de Gini

La medida de impureza Gini se emplea en la construcción de árboles de clasificación y ofrece

una perspectiva sobre la distribución de datos en un nodo en comparación con la métrica de

precisión utilizada en los informes de exactitud del árbol.Para calcular la impureza Gini de

un nodo en un árbol de clasificación, se toma en cuenta la frecuencia de cada categoŕıa de

destino entre todos los registros asociados con ese nodo espećıfico. La impureza Gini total

se determina mediante la suma de los cuadrados de las proporciones de recuento de todas

las categoŕıas de destino en ese nodo, luego se resta uno y el resultado se multiplica por el

número total de registros.

En la práctica, cuando se decide dividir un nodo del árbol, el algoritmo busca un campo

que maximice la mejora en la impureza Gini total. Esto se calcula como la diferencia entre

la impureza Gini total en todos los posibles nodos hijos y la impureza Gini total en el nodo

padre original.

Gini = 1−
∑
k

p2k (2-12)
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En el caso que se aborda en fraudes de enerǵıa eléctrica se abarca el enfoque de clasificación

binaria y por lo tanto la ecuación Gini se define aśı:

Gini = 1− p20 + p21 (2-13)

En donde:

pk: Son las muestras.

k: Indica la clase positiva o negativa.

Tabla 2-5: Cuadro resumen métricas numéricas para ML.
Métricas de

Puntuación

Numérica

Fórmula Propiedad

Mean Squared

Error
1
n

∑n
i=1(f(xi)− yi))

2 Pondera más las

diferencias grandes.

Root mean

Squared Error

√
1
n

∑n
i=1(f(xi)− yi)2

Pondera más las

diferencias grandes.

Mean Absolute

Error
1
n

∑n
i=1 |f(xi)− yi)|

Igual peso para todas las

distancias.

Mean Absolute

Percentage error
1
n

∑n
i=1

|f(xi)−yi)|
|yi|

Requiere una columna

objetivo con valores

diferentes de cero.

Mean signed

difference
1
n

∑n
i=1(f(xi)− yi)

Solamente informativo

acerca de la dirección del

error.

R-Squared 1−
∑n

i=1(f(xi)−yi)
2∑n

i=1(yi−(̄y))2

Rango Universal,

entre más cercano

a 1 es mejor.

En la tabla 2-5 se define yi como el valor actual y f(xi) la predicción del valor.

Parámetros de optimización en ML

Cohen’s Kappa: Al hacer el trabajo de comparación de la precisión de modelos clasifi-

cadores, es importante tener en cuenta el costo de los errores. En aplicaciones sensibles

al costo, simplemente usar el porcentaje de fallos como único indicador de precisión

puede resultar engañoso ya que se esta descuidando el costo de las imprecisiones en

la predicción. El enfoque Kappa de Cohen se basa en una estrategia estad́ıstica que

cual compensa las clasificaciones que pueden deberse al azar. Por lo tanto, esta es la
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razón por la que se propone el uso de Kappa como un indicador estándar para medir la

precisión en todos los problemas de clasificación multivaluada. El uso del valor Kappa

Ponderado permite abordar eficazmente la clasificación sensible al costo. Cuando el

costo de los errores es desconocido y solo se puede estimar aproximadamente, aśı pues

es recomendable el uso del análisis de sensibilidad con Kappa Ponderado.[26]

Aśı pues, diferentes enfoques para abordar errores en costos de predicción para la cla-

sificación tienen ventajas y desventajas, sin embargo, estas estrategias en comparación

con el Cohen’s Kappa presentan dos debilidades principales:

1. Existe una probabilidad no nula de que se genere una matriz de confusión por

casualidad y que un buen indicador de precisión de clasificación debeŕıa compensar

este efecto.

2. Es dif́ıcil y a veces imposible, asignar valores correctos a la matriz de costo de

errores. Suponer que estos valores son conocidos puede resultar poco realista.

Al igual que muchas otras métricas de puntuación, el kappa de Cohen se calcula en

función de la matriz de confusión. Sin embargo, a diferencia del cálculo de la precisión

general, por ejemplo, el de Cohen kappa tiene en cuenta el desequilibrio en la distri-

bución de clases y, por lo tanto, puede ser más complejo de interpretar. El ı́ndice de

Cohen Kappa se calcula de la siguiente manera:

κ =
p0 − pe
1− pe

(2-14)

En donde p0 es el accuracy total del modelo y pe es la medida de coherencia entre las pre-

dicciones del modelo y los valores reales de la clase como si ocurriera por casualidad o azár.

En un problema de clasificación binaria pe es la suma de la probabilidad de las predicciones

correctas denominada clase positiva y pe2 la suma de las probabilidades de las prediccio-

nes de la clase negativa. En resumen, el kappa de Cohen evita que el clasificador y una

conjetura al azar coincidan y evalúa la cantidad de predicciones que hace que no pueden

atribuirse a una suposición aleatoria. Además, el kappa de Cohen trata de corregir el sesgo

de evaluación al considerar la clasificación correcta por parte de una suposición aleatoria.[23]

Desventajas de Cohen’s Kappa

El rango completo de Cohen’s Kappa [-1 a +1]:

pero no es igualmente alcanzable. Es más fácil alcanzar valores más altos de Cohen’s

Kappa si la distribución de clases objetivo está equilibrada. Sin embargo, como muestra

la fórmula para el máximo Cohen’s Kappa, cuanto más difieran las distribuciones de las

clases objetivo predichas y reales, menor será el valor máximo alcanzable de Cohen’s
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Kappa. El valor máximo de Cohen’s Kappa representa el caso ĺımite en el que el número

de falsos negativos o falsos positivos en la matriz de confusión es cero, es decir, todos

los clientes del conjunto de datos tanto normales como fraudulentos tienen la misma

probabilidad de ser escogidos por el algoritmo correctamente.[23] La siguiente fórmula

muestra la ecuación que calcula el valor de Cohen’s Kappa máximo:

κmax =
pmax − pe
1− pe

(2-15)

En donde pmax es la máxima exactitud alcanzable por el modelo dadas las distribuciones

del valor objetivo y la predicción de clases aśı:

pmax = min(ptarget=”Fraude”, Ppredicted=”Fraude”)+,min(ptarget=”Normal”, Ppredicted=”Normal”)

(2-16)

El ı́ndice Cohen’s Kappa es más alto pra datos balanceados Cuando se calcula

el coeficiente de Cohen’s kappa se asume que los datos y las distribuciones de las clases

objetivo y las clases predichas son independientes y que la clase objetivo no afecta la

probabilidad de una predicción correcta.Sin embargo, dado que el modelo de datos de

fraudes normalmente esta sesgado hacia la clase negativa, se llega a la conclusión que

el modelo está sesgado hacia la mayoŕıa de la clase ”buena”ó ”normal”.[23]

Si esta suposición no se infringiera, como en el modelo mejorado donde las clases

objetivo están equilibradas, podŕıamos alcanzar valores más altos del coeficiente de

Cohen’s kappa. Entonces la solución a este sesgo es reescribir la fórmula del coeficiente

de Cohen’s kappa como una función de la probabilidad de la clase positiva, y aśı la

función alcanza su máximo cuando la probabilidad de la clase positiva es 0.5 osea se

distribuye de manera equitativa la probablidad para cada clase siendo 1 el valor de la

probabilidad máxima.[23]

2.5.17. Curva ROC (Receiving Operator Characteristics curve)

Éste gráfico representa el rendimiento del modelo para diferentes umbrales de clasificación

utilizando dos métricas: la tasa de falsos positivos en el eje X y la tasa de verdaderos positivos

en el eje Y. En una tarea de clasificación binaria, como ya se hab́ıa mencionado anterior-

mente una de las clases objetivo se asume arbitrariamente como la clase positiva, mientras

que la otra clase se convierte en la clase negativa. En el problema de predicción de clientes

con pérdidas no técnicas por hurto o subregistro se toma la clase objetivo como positiva es

decir cliente hurtador o con subregistro de enerǵıa.

El número de verdaderos positivos (TP), falsos negativos (FN), falsos positivos (FP) y verda-

deros negativos (TN), como se informa en la matriz de confusión, se utilizan para calcular la
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tasa de falsos positivos y la tasa de verdaderos positivos. Aśı pues a continuación se muestran

tasas de medición que combinan valores de la matŕız de confusión:

Tasa de falsos positivos (FPR): Mide la tasa de clientes con hurto que fueron clasifica-

dos como normales por el algoritmo.

FPR =
FP

TN + FP

Tasa de verdaderos positivos (TPR): Mide la proporción de clientes hurtadores que

fueron clasificados como positivos por el algoritmo.

TPR =
TP

TP + FN

2.6. Técnicas de balanceo de datos en ML

Las técnicas de balanceo de datos son las herramientas que se deben utilizar para manejar

el aprendizaje automático de algoritmos supervisados como los que se presentan en este

documento, la razón del balanceo es debido a que tener pocas muestras de una clase hace

que el algoritmo de ML no pueda distinguir con suficiente precisión por ejemplo un caso de

fraude de uno normal, esto en la práctica es bastante importante ya que la buena clasificación

de casos positivos de fraude en enerǵıa permitiŕıan por un lado la recuperación de enerǵıa y

por otro la no inversión de grandes cantidades de recursos económicos en inspecciones que

serán falsos positivos. Aśı pues se plantéan a continuación las 3 opciones de balanceo de

datos practicadas en este documento para manejar el desbalance:

2.6.1. Sobremuestreo

El sobremuestreo es una técnica estad́ıstica que en su forma más general usa una muestra de

tamaño n y se quiere estimar un parámetro para determinar el error estándar o un intervalo

de confianza para el parámetro o incluso probar una hipótesis sobre aquél parámetro. Si no

se hacen suposiciones paramétricas, se pueden encontrar dificultades para llevarlo a cabo,

entonces la técnica bootstrap proporciona una forma de realizarlo. Lo primero se observa

la muestra y se considera la distribución emṕırica de los datos. La distribución emṕırica es

la distribución de probabilidad que asigna probabilidad 1/n a cada valor de muestra. La

estrategia del bootstrap es reemplazar la distribución desconocida de la población con la

distribución emṕırica conocida. Las propiedades del estimador, como su error estándar, se

determinan en función de la distribución emṕırica. A veces, estas propiedades se pueden de-

terminar anaĺıticamente, pero con mayor frecuencia se aproximan usando métodos de Monte

Carlo . Esta interpretación busca que por medio de un análisis estad́ıstico se sobremuestren

las muestras ya conocidos creando una distribución emṕırica que luego será usada por un
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algoritmo de ML para entrenarse. Bootstrapping es una técnica de muestreo, que extrae

aleatoriamente filas de la entrada con reemplazo. El nodo utilizado en este documento para

realizar sobremuestreo se llama Bootstrap Sampling que toma las muestras de la entrada y

elimina algunas muestras y otras muestras las duplica a la salida. Por tanto es probable que

los datos o muestras de salida contengan filas duplicadas, mientras que otras filas no estén

presentes en la salida. [27]

2.6.2. Submuestreo

La técnica de submuestreo usa el concepto de balancear datos a partir de la eliminación

de muestras de la clase mayoritaria con el fin de tener un conjunto de datos con clases

más equilibradas con el cual entrenar. El nodo Equal Size Sampling del software Knime

utilizado para el submuestreo en este documento hace el siguiente proceso: 1) Eliminará las

filas aleatorias que pertenecen a las clases mayoritarias. 2) Las filas devueltas por este nodo

contendrán todos los registros de la clase minoritaria y una muestra aleatoria de cada una

de las clases mayoritarias, por lo que cada muestra contiene tantos objetos como la clase

minoritaria contiene.

2.6.3. SMOTE (Synthetic Minority Oversampling Technique)

Este método sobremuestrea los datos de entrada (es decir, agrega filas artificiales) para

enriquecer los datos de entrenamiento. La técnica aplicada se llama SMOTE (Técnica de

Sobremuestreo Sintético de la Clase Minoritaria). Algunos algoritmos de aprendizaje super-

visado (como los árboles de decisión y las redes neuronales) requieren una distribución de

clases equitativa para generalizar correctamente, es decir, para obtener un buen rendimiento

de clasificación. En caso de datos de entrada desequilibrados, por ejemplo, si hay muy pocos

objetos de la clase positiva pero muchos de la clase negativa, como es el caso de los datos

de problemas de fraudes, este método ajusta la distribución de clases mediante la adición de

filas artificiales para la clase positiva. El algoritmo funciona de la siguiente manera: 1) Crea

filas sintéticas al extrapolar entre un objeto real de una clase por ejemplo positiva y uno de

sus vecinos más cercanos. 2) Elige un punto a lo largo de la ĺınea entre estos dos objetos y

determina los atributos del nuevo objeto en función de este punto elegido aleatoriamente.

2.7. Knime Analytics platform

Existen diferentes herramientas de programación para abordar el desarrollo de modelos de

ML tales como Python con el apoyo de libreŕıas especializadas en anaĺıtica de datos y ciencia

de datos. Tanto en la industria como en la academia el lenguaje de programación Python

es uno de los lenguajes preferidos debido a su versatilidad en la cantidad de libreŕıas y la
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cantidad de información que se puede encontrar en la Web. Sin embargo, existen herramien-

tas más enfocadas a la anaĺıtica de datos de libre uso como Knime que ampliamente se ha

difundido por la industria debido a su facilidad y agilidad para el manejo de datos por medio

de bloques configurables de flujo. [28]

En el marco del desarrollo de este documento se utilizó el software Knime para implementar

los modelos de Machine Learning de estrenamiento y test para la clasificación de clientes

fraudulentos y no fraudulentos. Por otro lado la versatilidad de este software libre permite

reemplazar sistemas heredados existentes. Pueden colocarse por encima, al lado o incluso

dentro de las infraestructuras existentes, ampliando la utilidad y funcionalidad de las inver-

siones previas. Lo anterior gracias a que existe gran cantidad de módulos que permiten la

integración de diferentes lenguajes de programación.[28]

Además, respaldan el uso de diversas fuentes de datos, tipos y herramientas. Facilitan la

integración de una amplia variedad de fuentes de datos grandes y pequeñas, ya sean inter-

nas, propietarias, públicas, heredadas o de nueva creación en tiempo real. Esto se aplica a

todos los tipos de datos, desde números simples hasta redes complejas, textos o imágenes. Lo

más importante es que las plataformas abiertas no retienen tus datos, sino que te permiten

decidir cómo utilizarlos de la mejor manera.[28]

Esta plataforma abierta y de uso libre de Knime ofrece una amplia gama de herramien-

tas y, al mismo tiempo, son compatibles con paquetes y conocimientos existentes que las

organizaciones planean desarrollar en el futuro. Finalmente, las plataformas abiertas esca-

lan eficientemente porque se integran sin problemas con herramientas de análisis grandes y

pequeñas, aśı como con análisis estad́ısticos altamente especializados. En la figura 2-5 se

muestra un flujo de trabajo para tratamiento de datos y entrenamiento de un algoritmo de

Machine Learning XGBoost Tree Ensemble. En todo flujo de trabajo se utilizan nodos para

la lectura de datos de ingreso que pueden ser diferentes tipos como CSV, XLS o bases de

datos. Luego de la lectura se utilizan diferentes nodos para realizar operaciones matemáticas

y tratamiento de datos para su posterior análisis. También existen nodos para visualización

de resultados enfocados a diferentes resultados tales como las métricas de desempeño de

algoritmos de ML.
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Figura 2-5: Esquema de flujo de anaĺıtica de datos en Knime. Fuente: Elaboración propia.



Caṕıtulo 3

Algoritmo para identificación de

suplencias de circuitos para

focalización de pérdidas no técnicas

con balances confiables.

3.1. Introducción

En el funcionamiento de una red eléctrica las compañ́ıas que distribuyen y comercializan

el servicio de enerǵıa eléctrica se enlazan mediante circuitos eléctricos, estas redes son pro-

venientes de subestaciones eléctricas pertenecientes a los Operadores de red locales. Estos

enlaces entre circuitos suministran la enerǵıa necesaria para los procesos productivos y sus

enlaces o suplencias permiten que la enerǵıa eléctrica pueda fluir por diferentes caminos y aśı

evitar cortes de servicio prolongados por fallas. Cuando se presentan estas fallas se utilizan

equipos reconectadores para despejar la falla e intentar enganchar nuevamente el suministro,

esto se hace en tres intentos que luego del tercero se abrirá el circuito dejando paso a otros

equipos que suplan el tramo de red necesario, a estos equipos que reconfiguran el flujo de

enerǵıa entre circuitos se les llaman suplencias. Todo lo anterior traduce en tiempos de cor-

te de enerǵıa por fallas más cortos y por ende en mejor calidad de prestación del servicio. [29]

En este contexto de las fallas y la necesidad de suplencia se vuelven importantes las fuentes

de reemplazo o caminos de enerǵıa, ya que son fuentes de enerǵıa alternativas o suplemen-

tarias que se ofrecen a los clientes comerciales, industriales y/o residenciales y su principal

objetivo es mitigar las consecuencias de los cortes sobre los usuarios. En algunos casos, este

servicio se denomina ”servicio de calidad adicional”, y en lo posible se suministra a la misma

tensión a la que está conectado el cliente. Por ejemplo, si un cliente industrial está conectado

a 11.400 o 13.200 voltios, lo ideal seŕıa que la ruente de reemplazo también tenga esa misma
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tensión. En el caso de los circuitos urbanos en la ciudad de Bogotá la tensión de distribución

en media tensión es de 11.4kV y en las afueras de Bogotá o Cundinamarca normalmente se

usa 13.2kV, esto debido a que las distancias en el área rural son más extensas y se requiere

mantener un nivel de tensión adecuado hasta el último cliente. [29]

La resolución 015 de 2018 permitió contratar este servicio para todo tipo de clientes y

tensiones, es importante mencionar que actualmente se utiliza principalmente con clientes

que tienen cargas significativas y están conectados a la media tensión (11.4kV hasta 34.5kV),

aunque también se pueden considerar casos de Baja Tensión.[30] Por otro lado, esta misma

resolución de 2018 fija la definición de evento de alto impacto a todo aquel que afecte a más

de 50.000 usuarios en un periodo de tiempo de 3 o más horas o que afecte a más del 30%

de usuarios del sistema de distribución de un operador de red por más de tres horas.[30]

Las suplencias se hacen de manera automática o manual entre circuitos y sus fuentes de

suplencia pueden ir de diferente subestación. Esto hace que en un sistema eléctrico con

3’900.000 clientes como es el caso de la empresa Enel Colombia en la ciudad de Bogotá y

el departamento de Cundinamarca sea una red de alta complejidad y con gran cantidad

de suplencias distribuidas en la red. Esta cantidad de suplencias hace que el seguimiento y

control de pérdidas no técnicas en la red sea una tarea compleja debido al comportamiento

dinámico y casi impredecible de los flujos de enerǵıa provenientes de distintas fuentes, es por

esto que en esta sección se plantéa un algoritmo de focalización de pérdidas no técnicas a

partir del análisis de suplencias de circuitos y subestaciones.

3.2. Medición de enerǵıa en media tensión

3.2.1. Indicadores SAIDI-SAIFI

Las empresas de enerǵıa eléctrica como Enel en Colombia utilizan diferentes KPI´s (Key

Perfomance Indicators) para evaluar el desempeño de la compañ́ıa en general, algunos in-

dicadores son de caracter externo y evalúan la calidad del servicio prestado al cliente como

el SAIDI (System Average Interruption Duration Index, for the last 12 months.) y SAIFI

(System Average Interruption Frequency Index, for the last 12 months)[31] y algunos inter-

nos tales como el ı́ndice de pérdidas de enerǵıa (average energy loss index), el cual indica

cuánta enerǵıa generada no es facturada a un cliente final. Por otro lado la importancia de

los indicadores en la medición de enerǵıa radica en que las redes eléctricas deben ser vistas

como una red dinámica que funciona y se configura de acuerdo a las necesidades y con esto

mantiene de manera permanente el servicio de enerǵıa. La entidad encargada de monitorear

en Colombia los indicadores de calidad del servicio de enerǵıa SAIDI y SAIFI es la superin-

tendencia de servicios públicos, estos indicadores son reportados por el operador de red (OR).

[32] En la tabla 3-1 se muestra como existe un compromiso de mejora año a año en el cual

cada (OR) debe usar su capacidad operativa y constante retroalimentación en la ejecución
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de mantenimientos, tiempos de respuesta entre otros. De la misma manera como se plantéa

la disminución paulatina de los ı́ndices SAIDI, SAIFI también es de importancias para los

operadores de red realizar acciones para disminuir las pérdidas técnicas y no técnicas.

Figura 3-1: Evolución de indicador SAIDI-SAIFI y proyección de mejora hasta 2028[32]

3.2.2. Medición de enerǵıa a nivel de subestación

A nivel de subestación la medición que se utiliza es denominada indirecta, es decir, por medio

de equipos especiales como PT´s (Transformadores de potencias) y CT´s (Transformadores

de corriente). Estos equipos de medición transforman los niveles de tensión y de corriente en

una magnitud más pequeña la cual si es posible ingresar a un medidor de enerǵıa. El factor

de transformación de corriente y tensión en CT y PT dependen del nivel de tensión a medir

en el circuito primario y la capacidad del medidor en el secundario.

Factor(tot) = Factor(CT ) ∗ Factor(PT ) (3-1)

Este factor es un parámetro importante en la configuración de cualquier equipo de medida

ya que de acuerdo a la corriente y tensión en el circuito secundario de los CT y PT se debe

multiplicar por el factor total para obtener la enerǵıa en el primario.

Figura 3-2: Esquema general de balance de enerǵıa en redes eléctricas.[33]

La figura 3-2 muestra la forma en que se pueden dividir las enerǵıas medidas y no medidas en

un sistema eléctrico a nivel de subestación y/o transformador, este balance entre la enerǵıa
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que se mide a la entrada de una subestación, circuito o transformador debe tener coherencia

con la enerǵıa registrada en las salidas que pueden ser definidas como las cargas conectadas

a este circuito y las pérdidas técnicas y no técnicas.[33]

Figura 3-3: Macromedición a nivel de entradas y salidas en subestación y suplencias entre

circuitos.

En la figura 3-3 se muestra un esquema general de distribución de circuitos de enerǵıa en

media tensión el cual se compone de tres partes principales:

1. Entradas: Las entradas a una subestación son provenientes de ĺıneas de transmisión de

enerǵıa que a su vez vienen distintas plantas de generación de enerǵıa eléctrica. Estas

entradas de enerǵıa ingresan a una barra principal en la subestación para distribuir

luego a los circuitos en menor o igual nivel de tensión.

2. Salidas: Las salidas se componen de todos los circuitos que alimentan cargas a nivel

industrial, comercial y/o residencial. El nivel de tensión de los circuitos de salida pueden

ser en alta o media tensión dependiendo las necesidades del usuario. En particular los

usarios que son grandes consumidores de enerǵıa por lo general se alimentan de uno o

más circuitos en alta o media tensión y los circuitos con cargas pequeñas se distribuyen

en media tensión 11.4kV o 13.2kV con centros de transformación que bajan la tensión

a 480V-208V-110V.

3. Medición y transformación: En esta etapa se utilizan equipos de medición como PT´s
,CT´s, medidores multifuncionales y equipos de comunicaciones para captar, almacenar
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y transmitir los datos de enerǵıa. Aśı mismo, la transformación se realiza con el fin de

manejar los niveles de tensión necesarios para hacer la distribución de enerǵıa. En un

patio de subestaciones pueden existir uno o más transformadores y también de cada

transformadores pueden salir uno o más circuitos.

4. Suplencias: Estos equipos se utilizan como elementos de maniobra automáticos o ma-

nuales para realizar realimentación de enerǵıa en circuitos en media tensión. Estas

suplencias permiten redireccionar la enerǵıa eléctrica por distintos caminos para suplir

la demanda y con la ventaja de evitar cortes frecuentes y/o prolongados del servicio

de enerǵıa eléctrica a los usuarios.

Entonces en resumen, se tiene que en la entrada de cada subestación se tiene una alimentación

en media o alta tensión que suple la enerǵıa al transformador o transformadores del patio y

cada transformador y circuito tiene su propia medición. Con este contexto es posible definir

la enerǵıa total de entrada de un grupo de combinaciones de subestaciones con suplencias

en común aśı:

n∑
i=1

Inn = In1 + In2 + In3...

Y el total de enerǵıa consumida por los clientes conectados a los circuitos aguas abajo de un

grupo de subestaciones:

n∑
i=1

Outn = Out1 +Out2 +Out3 + ...

Por lo tanto, el balance del circuito será:

n∑
i=1

Inn =
n∑

i=1

Outn + Losses

En la práctica las pérdidas de enerǵıa de un sistema eléctrico deberán mantenerse lo más

cercanas a cero posible. Por lo tanto un ı́ndice importante para la medición de la pérdida de

enerǵıa es el ı́ndice de pérdida, que se define de la siguiente manera:

IP =

∑n
i=1Outn∑n
i=1 Inn

∗ 100

Los balances de media tensión identificados por los datos recopilados de manera telemedida o

pedestre (en terreno por medio de un lector) se podŕıan analizar en ventanas de tiempo cortas

tales como d́ıas o semanas, con lo cual se podŕıan tomar decisiones de env́ıo de inspecciones

de manera regular, sin embargo, para recopilar y consolidar la información de avances de

lecturas en medidores con telemedida y medidores con lectura pedestre con ventanas de

tiempo cortas se traduciŕıan en un desgaste mayor debido al volumen de datos y al tiempo
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tan corto de recibo. Por lo tanto, una ventana de análisis interesante y más confiable seŕıa el

cálculo de balances mensuales, con los cuales se daŕıa el tiempo suficiente a la organicación

o empresa distribuidora de enerǵıa de procesar la facturación mensual de clientes (Salidas),

recopilación de lecturas de cabeceras de circuito y subestación (Entradas), como también

calcular los ı́ndices de pérdidas pertinentes y la consolidación de datos de pérdidas técnicas

y no técnicas.

Tabla 3-1: Datos ejempo de entradas, salidas, pérdidas e ı́ndice de pérdidas para un circuito

o subestación
T-2 T-1 T0

IN 39.2 36.33 35.068

OUT 36.12 34.68 30.786

PERD 3.116 1.64 4.281

IP.SE 7.94% 4.54% 12.21%

En la tabla 3-1 se muestra la evolución de unas muestras de tres meses de datos recopilados

de un balance de una subestación X, en la fila IN se muestran las entradas recopiladas,

OUT son los datos de salidas recopiladas, PERD es la pérdida total mes a mes e IP.SE

es la evolución porcentual de la pérdida en dicha subestación. En este ejemplo de la tabla

3-1 se puede evidenciar una variación porcentual en el tiempo que a simple vista podŕıa ser

una mala medida del comportamiento del consumo de enerǵıa de los clientes conectados a

dicha subestación ya que no es posible determinar de manera directa la afectación que han

tenido las suplencias de otras subestaciones sobre la subestación de análisis, es por esto que

se plantéa a continuación el método de combinación de balances de subestaciones para la

identificación y focalización de pérdidas de enerǵıa con variables combinadas de IN, OUT,

PERD, IP.SE.

3.2.3. Estrategia de aprovechamiento de balances usando identifi-

cación de suplencias

Debido a la complejidad de las redes eléctricas y sus constantes reconfiguraciones de redes por

suplencias, mantenimientos y fallas, la identificación del flujo de enerǵıa de subestación hacia

clientes es un reto importante que se plantéa en este trabajo. Sin embargo a continuación

se explicarán los pasos realizados de manera estratégica para abordar esta problemática.

Es importante aclarar que la intención de tener los datos de balances de enerǵıa radica en

lograr calcular los deltas de enerǵıa en entradas, salidas y pérdidas asociados a subestación,

circuito y transformador. Para ver todas las variables obtenidas del análisis de balances Ver

tabla 6-1. Para realizar el análisis de balances de enerǵıa y la estrategia de uso se muestra

en la figura 3-4 el flujo de tratamiento de datos para lograr el aprovechamiento posterior por
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Figura 3-4: Estrategia aprovechamiento balances a nivel de Subestación, circuito y trans-

formador.

los algoritmos de ML como dato de entrenamiento en cada algoritmo y dato de test en la

posterior clasificación. A continuación la explicación de cada paso de tratamiento de datos

de balances y las combinaciones de suplencia realizadas en el algoritmo:

1. Obtención de datos de balances a nivel de subestación, circuito y transformador: Para

la realización de item fue necesaria la recopilación de datos correspondiente a valores

de macromedición y consumos a nivel de subestación, circuito y transformador, estos

datos contienen la siguiente estructura:

En el caso de subestaciones se hizo el análisis con 570 subestaciones correspondientes a

las subestaciones que alimentan los clientes de la sabana de Bogotá y Cundinamarca.

En el caso de los circuitos se hizo el análisis con 1037 circuitos y 90.350 transforma-

dores de distribución. En la tabla 3-2 se muestra la organización por periodo de los
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Nombre (S/E, Circuito o Transformador) Entrada T-1 Salida T-1 Pérdida T-1 Entrada T0 Salida T0 Pérdida T0 ***

A xxx xxx xxx xxx xxx xxx

B xxx xxx xxx xxx xxx xxx

C xxx xxx xxx xxx xxx xxx

***

Tabla 3-2: Datos de balances sin tratamiento.

balances para cada activo eléctrico y los periodos comprenden a periodos de un mes.

El periodo T0 corresponde al último mes analizado y el T − 1 el periodo anterior y aśı

respectivamente.

2. Obtención de posibles agrupaciones de subestaciones y circuitos por suplencias: Para

este item se utiliza un listado de circuitos y respectiva subestación para organizar cada

circuito con su suplencia. Lo mismo se realiza a nivel de subestación. Este proceso

permite poner en una misma fila los datos de macromedición para luego hacer el

tratamiento de combinación de posibles suplencias y los deltas de enerǵıa.

3. Agregación de consumos por periodo en circuitos: En este item se realiza la agregación

de datos de consumos de clientes asociados a cada activo con el fin de comparar la

salida de enerǵıa facturada con las macromediciones de entrada.

4. Ajuste o normalización de periodos mensuales bisiestos: Para este caso se deben tomar

los meses que tienen 28 d́ıas y proyectarlo a 30 d́ıas con la intención que no se tenga

una variación de medida con los meses que tienen 30 o 31 d́ıas.

5. Combinaciones de entradas, salidas y pérdidas entre posibles agrupaciones a nivel de

subestación o circuito: Ahora se toman los datos del item 2 de circuitos y se suman todas

las entradas, salidas y pérdidas para obtener los mismos datos a nivel de subestación.

6. Cálculo de deltas de entradas, salidas y pérdidas: Se calculan los deltas de acuerdo con

la ecuación 3-2.

Nota: El flujo de tratamiento de datos se realiza de acuerdo con la figura 3-4.

Con la realización de la anterior estrategia de tratamiento de datos, cálculo de deltas según

la ecuación 3-2 y la tabla de datos, variables mostradas en la tabla de anexo 6-1, se da

cumplimiento al objetivo número 1 planteado en este documento. Estos datos obtenidos y

calculados con esta estrategia dan como resultado un total de 198 variables de entrenamiento

para los algoritmos de ML.

3.2.4. Medición de enerǵıa a nivel de transformador de distribu-

ción (Baja tensión)

En los transformadores de ditribución empleados en una red se utilizan macromedidores

aguas abajo del transformador con la intención de medir la enerǵıa entregada por dicho
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transformador a las cargas conectadas aguas abajo. Este dato de enerǵıa macromedida se

puede tomar de manera pedestre que significa que personal con el conocimiento tome lectura

del avance numérico del medidor y también con telemedida. En el caso de la telemedida se

utilizan equipos de comunicación que env́ıan información a la central de almacenamiento de

datos cada cierto tiempo y con este se tiene de manera constante en el tiempo información

del comportamiento de enerǵıa activa y reactiva entregada por el transformador a las cargas.

Figura 3-5: Esquema general de macromedición en baja tensión para transformadores de

distribución.[34]
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3.2.5. Tipos de Macromedición en transformadores de distribu-

ción MT/BT

Macro Smart

La macromedición inteligente es uno de los insumos más importantes con los que cuenta una

compañ́ıa de enerǵıa eléctrica ya que los medidores que se instalan es estos transformadores

proveen información de manera remota a los analistas que se encarguen de hacer seguimiento

de comportamientos de consumo, facturación, departamento de pérdidas de enerǵıa, mante-

nimiento, entre otros. Aśı pues, la medición en transformadores de baja tensión se lleva a cabo

en los terminales secundarios (lado de baja tensión) de los transformadores de distribución y

en los ramales de baja tensión. Por lo general, esta medición se realiza de manera indirecta

utilizando transformadores de corriente. Sin embargo, en circunstancias excepcionales es po-

sible realizar la medición de forma directa, prescindiendo de transformadores de corriente.[35]

Por otro lado los medidores Smart son dotados de un tablero eléctrico que internamente

se instala con módulos de comunicaciones que reciben la información de un medidor multi-

funcional y la env́ıa a una central de concentración de información. Por lo tanto, es posible

realizar análisis de forma diaria en variables eléctricas reportadas como fasores de tensión

y corriente, avance de lectura de medidor, alarmas de apertura de celda de medida y otras

alarmas de manipulación. Uno de los términos asociados a los clientes alimentados por un

transformador es el VTR que se denomina v́ınculo transformador circuito, que define el cir-

cuito al cual esta conectado el transformador aguas arriba, es decir en su lado de conexión

de alta tensión o primario. Uno de los grandes retos de anaĺıtica de datos en este caso es

la buena vinculación de cada transformador con su circuito ya que un dato erróneo ya sea

en actualización de datos o en creación generaŕıa una falsa alarma en cuanto pérdidas de

enerǵıa.

Macro Tradicional

La medición tradición tradicional hace referencia a la forma y uso de medidores que se usan.

Son medidores que no tienen ningún tipo de tecnoloǵıa de comunicación asociada y por lo

tanto la obtención de los datos se realiza por medio de un lector, el cual debe acercarse al

medidor y de manera manual guardar el dato de avance por un equipo que guarda los datos.

Este tipo de macromedición muchas veces tiene unos sobrecostos asociados a mantenimiento

de visores y al error humano en la recopilación de los datos. [35]

3.2.6. Tipos de conexiones fraudulentas en MT y/o BT

En la figura 3-6 se muestran los puntos de conexión directa fraudulenta más frecuente en

sistemas de enerǵıa eléctrica. Cada uno tiene unas implicaciones de riesgo eléctrico diferentes
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como afectación a la salud humana, animal y ambiental, afectación a la seguridad de los

usuarios y afectación en la calidad del servicio de enerǵıa; por otro lado sin nombrar las

implicaciones legales en virtud del hurto de enerǵıa y/o defraudación de flúıdos según el

Código Penal colombiano art́ıculo 256 [36]. A continución se explicarán los diferentes puntos

de conexión fraudulenta posible, ver figura 3-6:

Figura 3-6: Esquema de posibilidades de posibles conexiones fraudulentas a nivel de trans-

formador y circuito. [34]

A. Este punto de conexión A que se encuentra aguas arriba del transformador según

la figura 3-6 es un punto que en algunos casos es vulnerable a la conexión ya que

teniendo los recursos de personal de ĺınea viva y veh́ıculos tipo carro canasta es posible

conectar acometidas en media tensión que se lleven a cargas considerablemente grandes

al circuito. Es también un riesgo alto su conexión ya que por ser conexiones hechas de

manera fraudulenta no se utilizan las cinco reglas de oro en la electricidad, la primera

regla indica la o corte efectivo de la fuente de alimentación. Por lo general estas cargas
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conectadas se pueden apreciar en un balance de circuito ya que la cantidad de enerǵıa

mes puede superar facilmente los cientos de Megawatts. En este caso se verá un balance

de enerǵıa con una entrada de delta positivo respecto al mes anterior, un delta de

pérdida positivo también y una salida constante.

B. Este punto de conexión B de acuerdo con la figura 3-6 se caracteriza por usar nor-

malmente los bornes del devanado secundario del transformador de distribución como

punto de sujeción de la acometida fraudulenta. Al igual que en el punto A estas manio-

bras de conexión son realizadas sin corte efectivo de la enerǵıa o también siendo posible

la desconexión de las cañuelas puestas aguas arriba del transformador. En cualquiera

de los dos casos se incurren en riesgos eléctricos bastante peligrosos. Para este caso en el

balance de circuito se daŕıa la siguiente situación, aumentaŕıa entrada y pérdida como

también se mantendŕıa constante o bajaŕıa salida. En el caso del balance del transfor-

mador no seŕıa posible determinar por balances de macromedición de transformador

ya que la enerǵıa se desv́ıa antes de entrar al equipo de medición.

C. El punto C de conexión de la figura 3-6 se identificaŕıa como cualquier punto de co-

nexión desde los bornes del devanado secundario del transformador de distribución

hasta un punto previo a la medición a nivel de cliente. En este tramo de la conexión

eléctrica se tiene normalmente una tensión de alimentación más baja ya que es nor-

malmente la tensión de uso final de los usuarios. En este punto los balances de circuito

y transformador podŕıan dar la alerta de una pérdida de enerǵıa.

D. En el punto D de conexión de la figura 3-6 se puede evidenciar la conexión fraudu-

lenta directamente conectada en el punto de medición del usuario en cuestión. Para

este caso se puede evidenciar en la facturación del cliente una variación del consumo

de enerǵıa facturada, sin embargo, existen técnicas avanzadas de control de consumo

más complejas de detectar por variaciones muy pequeñas de consumo en el tiempo.

No obstante el balance de macromedición de circuito y transformador son el insumo

requerido para focalizar pérdidas en grupos más reducidos de clientes.

3.2.7. Sistema de ubicación de clientes por coordenadas geográfi-

cas

Generalmente los datos obtenidos de cualquier proceso se componen de un conjunto de núme-

ros, los datos espaciales geográficos son similares ya que incluyen información numérica que

permite realizar parametrización de ubicaciones en la Tierra. Estos datos numéricos forman

parte de un sistema de coordenadas que proporciona una referencia para los datos y aśı

permiten localizar entidades en la superficie terrestre, alinear los datos con otros conjuntos,

realizar análisis precisos y crear mapas terrestres. Para el caso de los clientes de un sistema

de distribución de enerǵıa se tienen normalmente datos de ubicación geográfica con coor-
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denadas de latitud y longitud complementada con alguna dirección, descripción de barrio,

localidad o vereda. De esta forma se puede hacer la búsqueda de cada cliente por medio de

seguimiento de coordenadas y realizar las visitas que se requieran.

Todos los datos de ubicación espacial terrestre se crean dentro de un sistema de coordenadas

que se conforma de puntos, ĺıneas, poĺıgonos, rásteres (conjunto de datos que en conjunto

forman una capa de pixéles y sirven para representar comportamientos como cambios de

nivel, temperatura entre otros) o anotaciones. Para la aplicación en sistemas eléctricos de

transporte de enerǵıa, o distribución se utilizan poliĺıneas para la marcación de rutas de

circuitos y puntos para ubicación de activos como transformadores, subestaciones, secciona-

dores, reconectadores, etc. Las coordenadas pueden ser especificadas de diversas formas tal

como grados decimales, pies, metros o kilómetros. Cualquier forma de medición puede ser

utilizada como sistema de coordenadas. Por lo tanto el primer paso para analizar un sistema

de medición por coordenadas es identificar el tipo de sistema de medición y aśı mostrará

los datos correctamente en programas de análisis de datos tipo coordenada como ArcGIS

o Qgis.[37] En la práctica estas coordenadas geográficas son útiles por ejemplo para tener

referencias de cuentas de servicio eléctrico de clientes, la importancia radica en tener infor-

mación adicional a la dirección, ya que en casos rurales en dónde no se cuenta con direcciones

que gúıen el camino se requiere información v́ıa georeferenciación espacial.[37]

Sistemas de coordenadas

Los datos de un sistema de coordenadas se definen tanto en un sistema de coordenadas hori-

zontales como en uno vertical. Los sistemas de coordenadas horizontales localizan los datos

en la superficie terrestre, mientras que los sistemas de coordenadas verticales determinan la

altura o profundidad relativa de los datos. Entonces, los sistemas de coordenadas horizon-

tales pueden ser de tres tipos: geográficos, proyectados o locales. Es posible determinar qué

sistema de coordenadas se deben utilizar para los datos examinando las propiedades de la

capa en donde se almacenan.

Por otro lado, los sistemas de coordenadas geográficas (GCS) se basan en una superficie

elipsoidal o esférica tridimensional y las ubicaciones se definen utilizando medidas angulares,

generalmente en grados decimales, que se pueden medir con los grados de longitud (coorde-

nadas x) y latitud (coordenadas y). La ubicación de los datos se expresa mediante números

positivos o negativos: valores positivos de x e y para el norte del Ecuador y al este del me-

ridiano base, y valores negativos para el sur del Ecuador y al oeste del meridiano base o

Greenwich. La importancia de la ubicación de clientes o activos de acuerdo con coordenadas

es también realizar la correcta planeación de acciones en terreno, es decir, tener un despliegue

de recursos que tengan desplazamientos razonables en terreno ya que en la práctica existen

sitios alejados de cascos urbanos que no son de fácil acceso y cuyo costo de visita o inspección

es necesario compensar con la ejecución de más labores cercanas al cliente o activo objetivo
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de las órdenes de inspección. [37]

Por otro lado, existen también los sistemas de coordenadas proyectadas (PCS) son sistemas

planos que utilizan medidas lineales para las coordenadas en lugar de unidades angulares.

Un sistema de coordenadas proyectadas consta de un sistema de coordenadas geográficas

y una proyección de mapa juntos. Una proyección de mapa contiene cálculos matemáticos

que convierten las coordenadas geodésicas angulares del GCS en coordenadas cartesianas del

sistema proyectado PCS. Para la fácil operación en campo normalmente se usan coordenadas

basadas en latitud y longitud por practicidad. [37]

3.2.8. Sistemas de coordenadas verticales

Los sistemas de coordenadas verticales se dividen en dos tipos:

Elipsoidales

Basados en la gravedad

Los sistemas de coordenadas verticales basados en la gravedad son los más comunes y se

refieren a un cálculo del nivel medio del mar o a veces se derivan de un solo punto de referen-

cia y los sistemas de coordenadas elipsoidales se basan en una superficie elipsoidal o esférica

derivada matemáticamente. Estos sistemas son más simples que los sistemas de coordenadas

verticales basados en la gravedad, ya que se calculan mediante modelos matemáticos. Sin

embargo, su precisión puede verse afectada, especialmente en aplicaciones a gran escala. Por

ejemplo, al utilizar un sistema de coordenadas verticales elipsoidales, una representación en

un mapa de gran escala podŕıa parecer que fluye hacia arriba. Es importante asegurarse de

que los sistemas de coordenadas verticales elipsoidales coincidan con los sistemas de coorde-

nadas geográficas.

Los sistemas de coordenadas verticales proporcionan una referencia para las coordenadas z,

que son mediciones de la altura o profundidad de las entidades. Estas coordenadas siempre

se expresan en unidades lineales. Los sistemas de coordenadas verticales mejoran la precisión

de la ubicación en análisis y ediciones. No se aplican automáticamente a los nuevos mapas

y escenas, sino que se debe seleccionar uno de forma expĺıcita. Este enfoque de coordenadas

solo pueden basarse en la gravedad si abarcan todo el mundo. Ejemplos de sistemas de

coordenadas verticales globales basados en la gravedad son EGM2008 Geoid y EGM96 Geoid.

3.2.9. Proyecciones de mapa

Una proyección de mapa se refiere a cómo se muestra el sistema de coordenadas y los datos

en una superficie plana, como un papel o una pantalla digital. Para lograr esto, se utilizan

cálculos matemáticos para convertir el sistema de coordenadas utilizado en la superficie cur-

va de la Tierra a un sistema para una superficie plana. Debido a que no existe un método
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perfecto para transponer una superficie curva a una superficie plana sin distorsiones, existen

diferentes proyecciones de mapas que ofrecen diferentes propiedades. Algunas conservan el

área, mientras que otras conservan los ángulos locales o algunas preservan distancias o direc-

ciones espećıficas. La elección de una proyección de mapa para un sistema de coordenadas

proyectadas debe basarse en la extensión, la ubicación y la propiedad que se desea conser-

var. Existen plataformas como ArcGIS en donde hay más de 6000 sistemas de coordenadas

disponibles, por lo que es probable que encuentre uno adecuado para sus datos. Si no es aśı,

puede crear un sistema de coordenadas proyectadas personalizado utilizando más de 100 pro-

yecciones cartográficas disponibles.Cuando se utiliza ArcGIS Pro, los datos se reproyectan

automáticamente sobre la marcha para que se ajusten al sistema de coordenadas definido

por la primera capa agregada al mapa. Siempre y cuando la primera capa tenga un sistema

de coordenadas correctamente definido, los demás datos con información precisa sobre el

sistema de coordenadas se reproyectarán automáticamente al sistema de coordenadas del

mapa. Esto facilita la visualización y representación cartográfica de los datos, pero no se

recomienda utilizarlo para análisis o ediciones, ya que podŕıa haber imprecisiones debido a

la falta de alineación de los datos entre capas. Además, los datos se dibujan más lentamente

cuando se reproyectan sobre la marcha. Si tiene la intención de realizar análisis o ediciones

en los datos, es recomendable reproyectarlos primero a un sistema de coordenadas coherente

compartido por todas las capas. De esta manera, se creará una nueva versión de los datos.[37]

Es posible que desee utilizar transformaciones cuando desee utilizar los datos en otro siste-

ma de coordenadas después de definir el sistema de coordenadas que coincide con los datos.

Las transformaciones permiten convertir los datos entre diferentes sistemas de coordenadas

geográficas o entre diferentes sistemas de coordenadas verticales. Si los datos no están ali-

neados, resultará complicado realizar análisis y representaciones cartográficas precisas de los

datos que no coinciden.[37] El uso y aprovechamiento de información asociada a coordenadas

en análisis con algoritmos no supervisados pueden ser aprovechados para la focalización de

pérdidas no técnicas, lo cual se puede considerar para trabajos futuros.

3.2.10. Vı́nculos cliente transformador (VCT)

El concepto de v́ınculo esta asociado a la rama de circuito a la cual se encuentra conectado

un cliente y más espećıficamente a qué transformador del circuito. Cuando se requieren hacer

verificaciones de derivaciones de transformador a cliente se despliegan tareas de inspección

visual en terreno que corroboran la información de clientes. Aśı pues es una forma de estar

seguros de la calidad de los datos asociados en sistemas de la empresa que presta el servicio

de distribución de enerǵıa. La forma de operación con enfoque de búsqueda de pérdidas de

enerǵıa es la siguiente:

1. Estrategia administrativa.

2. Estrategia en terreno.
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En la figura 3-7 se muestra el flujo de trabajo para la corrección de v́ınculos cliente transfor-

mador. En el desarrollo de las actividades diarias de limpieza de datos para entrenamiento de

algoritmos de ML es necesario realizar campañas de actualización de VCT con la intención

de tener datos coherentes con balances de enerǵıa.

Figura 3-7: Propuesta de focalización de enerǵıa en VCT.

3.2.11. Vı́nculos transformador circuito (VTR)

El concepto de v́ınculo de transformador circuito es semejante al de VCT con la diferencia

que ahora se busca la actualización de datos para transformadores asociados a circuitos.

Sucede en terreno que los datos de un transformador de cliente es mal diligenciados debido

a que el circuito este temporalmente siendo objeto de suplencia con otro. Es por esto que

se realizan verificaciones des VTR en circuitos con grandes pérdidas que no justifiquen.

Normalmente en la práctica se considera que una pérdida grandes es cuando la enerǵıa sin
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justificación supera el 10% de la enerǵıa suministrada y por tanto se considera como activo

descontrolado.

3.3. Balances en Media Tensión

Los balances de enerǵıa son uno de los insumos más importantes para realizar análisis de

focalización de pérdidas no técnicas ya que por medio de la información de entradas, salidas

y pérdidas en circuitos es posible determinar que enerǵıa se entrega a nivel de subestación y

qué enerǵıa se factura aguas abajo. Sin embargo, los balances por si solos no son un insumo

de análisis directo ya que existen suplencias de circuitos de la misma subestación o incluso de

circuitos de distinta subestación. Lo anterior implica que la enerǵıa medida en cabecera de

circuito y la facturación de los clientes debe ser contrastada como la combinación de balances

de enerǵıa de las n subestaciones y con esto verificar los deltas de variación intermensual en

cada combinación.

En la figura 3-8 se muestran las diferentes posibilidades de variación de entradas, salidas y

pérdidas para un circuito o combinación de circuitos en media tensión. Estas posibilidades

son importantes para realizar un tratamiento por medio de un algoritmo que decida el ca-

mino a tomar con cada caso.

Balances intermensuales o bimensuales

Los balances de enerǵıa en un sistema eléctrico como el colombiano son importantes de ana-

lizar en ventanas de tiempo apropiadas. Por ejemplo, la facturación de enerǵıa en la empresa

Enel Colombia en la ciudad de Bogotá se realiza de manera mensual con lo cual cada cliente

a final de mes puede recibir su factura. Otro ejemplo de ventana de facturación es el bimen-

sual la cual factura un cliente cada dos meses y su fin es evitar sobrecostos en la entrega

domiciliaria de facturas que en gran parte se aplica al ámbito rural. En zonas alejadas del

ćırculo urbano normalmente es posible este tipo de facturación ya que la cantidad de clientes

que se tienen es menor a un área urbana y porque el consumo de enerǵıa en menor que en

zonas urbanas. La importancia de conocer estas ventanas de tiempo en las cuales se obtiene

el dato de lectura y se factura con los balances es debido a que la ventana de tiempo ade-

cuada para circuitos y/o subestaciones con un gran componente rural requiere un análisis

bimensual y no intermensual. Con estas consideraciones de balances en ventanas de tiempo

adecuadas es posible realizar un aprovechamiento más adecuado de los datos.

De acuerdo con la figura 3-8 se definirá un periodo T0 como el periodo actual o periodo

más reciente analizado T − 1 como periodo anterior al actual y aśı sucesivamente. Como ya

se hab́ıa comentado cada periodo T − n con n = 0, 1, 2, 3... puede hacer referencia a una

ventana intermensual o bimensual que también se pueden analizar y tener en cuenta como
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Figura 3-8: Comportamiento de entradas, salidas y pérdidas en un circuito en MT/AT. En

las columnas Entrada, Salida y Pérdida se muestra la ĺınea de tiempo con el comportamiento

en orden de periodo de tiempo actual (T0) como la derecha de la ĺınea y periodo de tiempo

anterior (T-1) como la izquierda de la ĺınea.

complemento una de la otra.

3.4. Combinación de balances entre subestaciones

La combinación de balances de enerǵıa entre circuitos y/o subestaciones es una necesidad

que surge de la caracteŕıstica dinámica de las suplencias en las redes eléctricas. Estas suplen-

cias se dan de acuerdo con las necesidades del sistema, la falla en un tramo del sistema, la
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necesidad de un mantenimiento en un tramo determinado o la necesidad de una maniobra

de expansión. En resumen la combinación de balances de enerǵıa busca realizar un análisis

del estado de enerǵıa inyectada (entradas) vs la enerǵıa facturada (salidas). En este sentido

por ejemplo una entrada de un circuito en cero puede tener dos opciones, la primera una

macromedición defectuosa sea en equipos en terreno o en la comunicación de estos equipos

con el centro de control y meddida, para este caso el balance que se tiene no es confiable

ya que los datos son nulos o incompletos y la necesidad se traslada a un mantenimiento

de equipos o de reestablecimiento de la telemedida. El segundo caso es cuando se tienen

datos del valor de la entrada constantes mes a mes y se requieren tomar decisiones con estos

valores que fluctuan en mayor o menor medida en el tiempo, lo cual es un objetivo de este

documento analizar estas fluctuaciones en conjunto para focalizar las decisiones en el ámbito

de las pérdidas no técnicas.

De acuerdo con lo anterior es necesario definir el cálculo de deltas de enerǵıa de la siguiente

manera para los casos de entrada, salida, pérdida:

∆In = InT0 − InT−1 (3-2)

∆Out = OutT0 −OutT−1 (3-3)

∆Perd = PerdT0 − PerdT−1 (3-4)

Por lo anterior es posible tener combinaciones de deltas de entradas, salidas y pérdidas que

sumados serán el resultado combinado de enerǵıa mes a mes:

∆In.Comb = ∆InS/E.Ana
+∆InS/E.Sup

(3-5)

∆Out.Comb = ∆OutS/E.Ana
+∆OutS/E.Sup

(3-6)

∆Perd.Comb = ∆PerdS/E.Ana
+∆PerdS/E.Sup

(3-7)

De acuerdo con los deltas de pérdidas combinados más altos obtenidos después de los cálcu-

los se obtiene la clasificación de la figura 3-9. En las barras superiores se muestran los deltas

de pérdidas ∆PerdS/E.Ana
para la subestaciones nombradas como 1,2,3...etc. Las barras azules

inferiores muestran los deltas de pérdidas de subestaciones de suplencias posibles asociadas a

cada una como ∆PerdS/E.Sup
. También en ĺınea aparece la enerǵıa en riesgo que no se justifica

por suplencias entre subestaciones como:

ERiesgo = ∆PerdS/E.Ana
−∆PerdS/E.Sup

(3-8)
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Figura 3-9: Clasificación obtenida de deltas de pérdidas en Subestaciones de análisis vs

deltas de pérdidas posibles subestaciones de suplencia y enerǵıa en riesgo para cada caso.

Aśı, la enerǵıa en riesgo es un dato asociado a las cuentas aguas abajo de cada subestación

que cuantifica la enerǵıa a focalizar para la porción de clientes y redes pertenecientes a una

subestación. Sin embargo, no es suficiente este criterio para la búsqueda de candidatos ya

que el conjunto posible por cada subestación candidata puede superar candidades de miles

y hacer un barrido de esta cantidad de clientes no es económicamente viable. No obstante,

la enerǵıa en riesgo se utilizará más adelante como parámetro normalizado para el entre-

namiento de algoritmos de Machine learning que clasifiquen con diferentes parámetros los

candidatos de manera masiva.

Con el desarrollo del caṕıtulo 3 subsecciones 3.1 a 3.4 se da cumplimiento al objetivo número

1 que se plantéo en el númeral 1.2.2 de este documento.

3.5. Focalización de pérdidas

En este caṕıtulo se analiza el comportamiento de varios algoritmos de ML para el entre-

namiento y posterior uso en la búsqueda de pérdidas no técnicas buscando como variable

objetivo la TPE (True Positive Energy). Para lograr el entrenamiento de estos algoritmos se

requiere hacer una preparación de los datos de cada cliente en el instante de tiempo en el

cual fue encontrada la anomaĺıa y con esto guardar los patrones de consumo, lecturas, deltas

de enerǵıa y demás variables para entrenamiento.

Tratamiento de datos

En la imagen 3-10 se muestra el proceso de preparación de datos para realizar el entrena-

miento de algoritmos de ML. Cada proceso de filtrado y manipualación de datos se maneja

por nodos y cada nodo tiene su función espećıfica. El proceso de manipulación de datos se

explica a continuación:

CSV Reader: Este nodo carga los datos de train en forma de tabla. Estos datos
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contienen la información de los clientes con hallazgo de hurto o fraude de enerǵıa y

también casos de clientes con resultado normal. En total se hace el entrenamiento

con 3225 clientes. De estos 249 clientes tuvieron hallazgo de hurto o subregistro y los

restantes 2976 son normales. Estos datos de entrenamiento estan claramente sesgados

a la clase definida como positiva que es definida como la fraudulenta. Para verificar

las variables utilizadas para el entrenamiento del algoritmo ver tabla de Anexos. Tabla

6-1

Column Filter: Con este nodo se realiza el filtrado de datos de columnas necesarias

para entrenamiento. El el caso de los algoritmos de ML es necesario convertir todos

los input del algoritmo en valores numéricos. Todos los valores definidos como String

generaran un error.

Number to String: Convertir la columna denominada TPE que es la variable objetivo

a predecir. En este caso esta es la única columna que los algoritmos de ML detectan

como variable objetivo ya que es String.

Normalizer: La normalización es un proceso de reajuste de valores en un rango más

limitado, para este caso se utiliza una normalización de 0 − 1 siendo cero el valor

mı́nimo y 1 el valor máximo que tenga cada columna.

One to Many: Este nodo o función convierte valores tipo string en una columna

en varias columnas con etiquetas del string como nombre y en cada celda asociada al

string un uno para verdadero y un cero para falso. Este nodo es importante ya que

el algoritmo de ML no interpreta variables tipo string, solamente numéricas double o

integer.

Numeric Outliers: Este nodo permite el manejo de datos sesgados que pueda tener

el conjunto train, la función identifica datos

Partitioning: Este nodo permite realizar la partición de datos para el ingreso del nodo

Learner y Predictor en el algoritmo correspondiente de ML. Para el caso de todos los

algoritmos de este documento se usa una partición 65% − 35%, en donde el 35% de

los datos van hacia el nodo Learner y el restante al nodo Predictor.
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Figura 3-10: Tratamiento de datos previos al entrenamiento de algoritmos de clasificación

supervisada.

3.5.1. Random Forest

Es un algoritmo de aprendizaje automático ampliamente utilizado, con derechos de autor de

Leo Breiman y Adele Cutler sus desarrolladores, que combina la salida de múltiples árboles

de decisión para llegar a un resultado único. Tiene caracteŕısticas como facilidad de uso y

flexibilidad ya que maneja problemas de clasificación y de regresión.

3.5.2. Árboles de decisión

Dado que el modelo de Random Forest está compuesto por múltiples árboles de decisión,

es necesario revisar el funcionamiento de estos. En estos algoritmos se dividen los datos

en ramas que dividen los datos para analizar los casos, cada división se puede interpretar

como una pregunta que ayuda llegar a una decisión final, y esta decisión final se denomina

hoja o nodo hoja. Aśı pues, las observaciones o decisiones que cumplen con los criterios

seguirán la rama de Śı y las que no lo hacen seguirán el camino alternativo. Los árboles

de decisión buscan encontrar la mejor división para subdividir los datos y generalmente se

entrenan mediante el algoritmo de Árbol de clasificación y Regresión (CART). Se pueden

utilizar métricas como la impureza de Gini, la ganancia de información o el error cuadrático

medio (MSE) para evaluar la calidad de la división. Si bien los árboles de decisión son

algoritmos comunes de aprendizaje supervisado, pueden ser propensos a problemas de sesgo

y sobreajuste. Sin embargo, cuando varios árboles de decisión se combinan en un conjunto

en el algoritmo de Random Forest, predicen resultados más precisos, especialmente cuando

los árboles individuales no están correlacionados entre śı.[38]
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Métodos de conjunto (Ensemble Methods)

Los métodos de aprendizaje en conjunto se componen de un grupo de clasificadores, como

árboles de decisión, y sus predicciones se agregan entre si con la intención de identificar

el resultado más popular. Los métodos de conjunto más conocidos son el bootstrap y el

boosting. Estos métodos fueron acuñados por Leo Breiman. En este método se selecciona

una muestra aleatoria en un conjunto de entrenamiento, esto significa que los puntos de

datos individuales pueden ser elegidos más de una vez. Después de generar varias muestras

de datos se entrenan los modelos de manera independiente y de acuerdo con el tipo de tarea,

es decir, regresión o clasificación. el promedio o la mayoŕıa de esas predicciones producen

una estimación más precisa. Este enfoque se utiliza comúnmente para reducir la varianza

dentro de un conjunto de datos ruidoso.[38]

Algoritmo de Random Forest

El algoritmo de Random Forest es una extensión del método de bagging ya que utiliza la

aleatoriedad de caracteŕısticas para crear un conjunto de árboles de decisión que no estan

correlacionados entre śı. Esta aleatoriedad también conocida como bagging o método de

subespacios aleatorios es donde se crean un subconjuntos aleatorio de caracteŕısticas, esto

garantiza una baja correlación entre los árboles de decisión. Por tanto, esta es una diferencia

entre los algoritmos de árboles de decisión y el algoritmo de Random Forest. Mientras que los

árboles de decisión tienen en cuenta todas las posibles divisiones de caracteŕısticas, Random

Forest selecciona solo un subconjunto de esas caracteŕısticas dadas.[38]

En la figura 3-11 se muestra el entrenamiento del algoritmo Random Forest con los datos

desbalanceados que provienen de la ĺınea de datos de la figura 3-10. En el entrenamiento

de algoritmos se deben realizar ajustes de hiperparámetros de manera que realice la optimi-

zación de los valores para lograr maximizar la variable Cohen’s Kappa que para el caso de

datos desbalanceados es la mas adecuada como objetivo en el entrenamiento. Se utilizará el

rango de profundidad (Depth) de 10 para el loop de optimización iniciando en 1 hasta 10

con pasos de 1. También se optimizará el Nro de modelos usando el rango 1 hasta 10 y con

pasos de 2. Los nodos azules llamados Parameter Loop Optimization Loop Start (Table) y

Parameter Optimization Loop End de la figura 3-11 ingresan las variables de optimización

a los nodos Learner y Predictor.[38]

Parámetros Start Stop Step Valores óptimos

Depth 1 10 1 8

nmodels 1 10 2 1

Tabla 3-3: Parámetros de optimización algoritmo Random Forest y valores óptimos encon-

trados.
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Por otro lado la función objetivo escogida para maximizar en este algoritmo es Cohen’s

Kappa, la cual alcanzó unos valores de:

Caso Valor variable objetivo obtenida (Cohen’s Kappa)

Desbalanceado 0.422

SMOTE 0.423

Submuestreado 0.34

Bootstrapping 0.55

Tabla 3-4: Variable a optimizar Cohen’s Kappa en cada caso de balanceo de datos Random

forest.

Figura 3-11: Flujo de optimización datos desbalanceados Random Forest.
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Figura 3-12: Flujo de optimización datos SMOTE. (Synthetic Minority Oversampling Tech-

nique) Random Forest.

En la figura 3-13 Se muestra la función Equal Size Sampling (Muestreo de igual tamaño) con

la cual se ajusta la misma cantidad de muestras de la clase positiva con las muestras negativas

y las muestras sobrantes las elimina. Este método de balanceo de datos por submuestreo

tiene como gran desventaja la pérdida de información por eliminación de datos de la clase

mayoritaria.
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Figura 3-13: Flujo de optimización datos Submuestreados Random forest.

Figura 3-14: Flujo de optimización datos Bootstrapping Random Forest.

La curva ROC (Receiver Operating Characteristic) es una herramienta crucial para evaluar

el rendimiento de los modelos de clasificación binaria en Tree Ensemble. (Ver figura 3-15)

Esta curva ilustra la relación entre la tasa de verdaderos positivos (TPR) y la tasa de falsos
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positivos (FPR) a medida que se ajusta el umbral de decisión del modelo. En otras palabras,

muestra cómo el modelo discrimina entre las dos clases cuando se vaŕıa el punto de corte

para la probabilidad de predicción. Un componente importante de la curva ROC es el área

bajo la curva (AUC). La AUC cuantifica la capacidad de discriminación del modelo, donde

un valor más cercano a 1 indica una alta capacidad de distinguir entre las clases, mientras

que un valor cercano a 0.5 sugiere un rendimiento similar al azar. En la figura 3-15 se

muestra que el área más grande bajo la curva es la correspondiente al técnico de balanceo

Bootstrapping con un valor de 92%. Además de la AUC, otras métricas útiles derivadas de

la curva ROC incluyen la sensibilidad, que mide la capacidad del modelo para identificar

verdaderos positivos, y la especificidad, que evalúa su capacidad para evitar falsos positivos.

En conjunto, estas métricas proporcionan una imagen completa del rendimiento del modelo.
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Figura 3-15: Métricas de desempeño de algoritmo Random Forest para cuatro casos de

balanceo.
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Figura 3-16: Matŕız de confusión y distribución de probabilidad de la clase positiva. Datos

desbalanceados.Random Forest.

Figura 3-17: Matŕız de confusión y distribución de probabilidad de la clase positiva. Datos

SMOTE.Random Forest.

Figura 3-18: Matŕız de confusión y distribución de probabilidad de la clase positiva. Datos

Submuestreados. Random Forest.
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Figura 3-19: Matŕız de confusión y distribución de probabilidad de la clase positiva. Datos

Bootstrapping. Random Forest.

Métricas Desb. SMOTE Unders. Boots.

AUC * ** *** ****

Accuracy * ** **** ***

Precisión *** * ** ****

Sensibilidad * ** **** ***

Especificidad **** ** * ***

F-Measure * ** *** ****

Índice de Youden * ** **** ***

Velocidad de clasificación **** ** *** *

Tolerancia a los valores Missing *** *** *** ***

Tolerancia a atributos irrelevantes *** *** *** ***

Tolerancia a atributos redundantes ** ** ** **

Tolerancia al ruido ** ** ** **

Tratamiento de atributos Discretos/Binarios/Continuos **** **** **** ****

Facilidad de explicación **** **** **** ****

Manejo de parámetros del modelo *** *** *** ***

Totales ** * *** ****

Tabla 3-5: Tabla comparativa algoritmos de aprendizaje automático de clasificación con

diferente balanceo de datos para Random Forest.(**** Representan el mejor desempeño y *

el peor.)

De acuerdo con la figura 3-19 se puede ver que el algoritmo Random Forest con la técnica de

balanceo Bootstrapping es la que tiene mayor precisión que en términos de eficacia para env́ıo

de inspecciones a terreno es la métrica más adecuada. Lo que muestra es que la precisión

es la más alta con un 53% ya que el número de equivocaciones que tuvo el algoritmo en la

etapa de train fue de 24 falsos positivos y 54 falsos negativos, ver figura 3-19, en total 78

mal clasificados. Los demás algoritmos de Random Forest con diferente balanceo tuvieron un

desempeño menor al 53% (figuras 3-16, 3-17, 3-18)por tanto se define en este caso como la
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mejor opción para realizar clasificación de nuevos datos. También se realiza la clasificación

usando la suma de criterios de clasificación con calificación **** al mejor y * al peor que se

muestran la tabla 3-5, la cual reivindica que la mejor opción de balanceo de datos para el

algoritmo es el método Bootstrapping aśı como se muestra en los totales de la tabla 3-5.

3.5.3. Fuzzy Rule

Parámetros Start Stop Step Valores óptimos

Epochs 1 25 5 11

Tabla 3-6: Parámetros de optimización algoritmo Fuzzy Rule y valores óptimos encontrados.

Caso Valor variable objetivo obtenida (Cohen’s Kappa)

Desbalanceado 0.511

SMOTE 0.582

Submuestreado 0.397

Bootstrapping 0.551

Tabla 3-7: Variable a optimizar Cohen’s Kappa en cada caso de balanceo de datos Fuzzy

Rule.

Figura 3-20: Flujo de optimización datos desbalanceados Fuzzy Rule.
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Figura 3-21: Flujo de optimización datos SMOTE Fuzzy Rule.

Figura 3-22: Flujo de optimización datos Submuestreo Fuzzy Rule.
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Figura 3-23: Flujo de optimización datos Bootstrapping Fuzzy Rule.

La curva ROC (Receiver Operating Characteristic) es una herramienta crucial para evaluar

el rendimiento de los modelos de clasificación binaria en Tree Ensemble. (Ver figura 3-24)

Esta curva ilustra la relación entre la tasa de verdaderos positivos (TPR) y la tasa de falsos

positivos (FPR) a medida que se ajusta el umbral de decisión del modelo. En otras palabras,

muestra cómo el modelo discrimina entre las dos clases cuando se vaŕıa el punto de corte

para la probabilidad de predicción. Un componente importante de la curva ROC es el área

bajo la curva (AUC). La AUC cuantifica la capacidad de discriminación del modelo, donde

un valor más cercano a 1 indica una alta capacidad de distinguir entre las clases, mientras

que un valor cercano a 0.5 sugiere un rendimiento similar al azar. En la figura 3-24 se

muestra que el área más grande bajo la curva es la correspondiente al técnico de balanceo

Bootstrapping con un valor de 83%. Además de la AUC, otras métricas útiles derivadas de

la curva ROC incluyen la sensibilidad, que mide la capacidad del modelo para identificar

verdaderos positivos, y la especificidad, que evalúa su capacidad para evitar falsos positivos.

En conjunto, estas métricas proporcionan una imagen completa del rendimiento del modelo.
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Figura 3-24: Métricas de desempeño de algoritmo Fuzzy Rule para cuatro casos de balanceo.
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Figura 3-25: Matŕız de confusión y distrubución de probablidad datos desbalanceados para

Fuzzy Rule.

Figura 3-26: Matŕız de confusión y distrubución de probablidad datos SMOTE para Fuzzy

Rule.

Figura 3-27: Matŕız de confusión y distrubución de probablidad datos Submuestreados para

Fuzzy Rule.
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Figura 3-28: Matŕız de confusión y distrubución de probablidad datos Bootstrapping para

Fuzzy Rule.

Métricas Desb. SMOTE Unders. Boots.

AUC * **** *** ***

Accuracy ** *** **** *

Precisión **** *** * **

Sensibilidad * *** **** *

Especificidad **** *** ** ***

F-Measure * * * *

Índice de Youden ** *** **** *

Velocidad de clasificación *** ** **** *

Tolerancia a los valores Missing *** *** *** ***

Tolerancia a atributos irrelevantes *** *** *** ***

Tolerancia a atributos redundantes *** *** *** ***

Tolerancia al ruido * * * *

Tratamiento de atributos Discretos/Binarios/Continuos **** **** **** ****

Facilidad de explicación **** **** **** ****

Manejo de parámetros del modelo *** *** *** ***

Totales ** *** **** *

Tabla 3-8: Tabla comparativa algoritmos de aprendizaje automático de clasificación con

diferente balanceo de datos para Fuzzy Rule.(**** Representan el mejor desempeño y * el

peor.)

De acuerdo con la figura 3-25 se puede ver que el algoritmo Fuzzy Rule con datos desba-

lanceados es la que tiene mayor precisión en términos de eficacia (precisión), para env́ıo de

inspecciones a terreno es la métrica más adecuada. Lo que muestra es que la precisión es la

más alta con un 58% ya que el número de equivocaciones que tuvo el algoritmo en la etapa

de train fue de 23 falsos positivos y 50 falsos negativos, ver figura 3-25, en total 73 mal

clasificados. Los demás algoritmos de Fuzzy rule con diferente tipo de balanceo tuvieron un

desempeño menor al 58% (figuras 3-26, 3-27, 3-28)por tanto se define en este caso como la
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mejor opción para realizar clasificación de nuevos datos. También se realiza la clasificación

usando la suma de criterios de clasificación con calificación **** al mejor y * al peor que

se muestran la tabla 3-8, sin embargo la tabla 3-8 muestra que la mejor clasificación en

términos generales la tiene el algoritmo submuestreado, por otro lado en términos prácticos

se usará el sobremuestreo SMOTE ya que en la prueba del algoritmo con nuevos datos provee

más muestras clasificadas.

3.5.4. Tree Ensemble Learner

Parámetros Start Stop Step Valores óptimos

Knearest 1 50 10 31

Maxlevel 10 150 20 22

Depth 1 10 2 6

Model 1 50 5 16

Tabla 3-9: Parámetros de optimización algoritmo Tree Ensemble y valores óptimos encon-

trados.

Caso Valor variable objetivo obtenida (Cohen’s Kappa)

Desbalanceado 0.594

SMOTE 0.593

Submuestreado 0.449

Bootstrapping 0.576

Tabla 3-10: Variable a optimizar Cohen’s Kappa en cada caso de balanceo de datos Fuzzy

Rule.
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Figura 3-29: Flujo de optimización datos desbalanceados Tree Ensemble.

Figura 3-30: Flujo de optimización datos SMOTE Tree Ensemble.
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Figura 3-31: Flujo de optimización datos Submuestreados Tree Ensemble.

Figura 3-32: Flujo de optimización datos Bootstrapping Tree Ensemble.

La curva ROC (Receiver Operating Characteristic) es una herramienta crucial para evaluar

el rendimiento de los modelos de clasificación binaria en Tree Ensemble. (Ver figura 3-33)

Esta curva ilustra la relación entre la tasa de verdaderos positivos (TPR) y la tasa de falsos

positivos (FPR) a medida que se ajusta el umbral de decisión del modelo. En otras palabras,

muestra cómo el modelo discrimina entre las dos clases cuando se vaŕıa el punto de corte

para la probabilidad de predicción. Un componente importante de la curva ROC es el área

bajo la curva (AUC). La AUC cuantifica la capacidad de discriminación del modelo, donde

un valor más cercano a 1 indica una alta capacidad de distinguir entre las clases, mientras

que un valor cercano a 0.5 sugiere un rendimiento similar al azar. En la figura 3-33 se

muestra que el área más grande bajo la curva es la correspondiente al técnico de balanceo

Bootstrapping con un valor de 92%. Además de la AUC, otras métricas útiles derivadas de

la curva ROC incluyen la sensibilidad, que mide la capacidad del modelo para identificar

verdaderos positivos, y la especificidad, que evalúa su capacidad para evitar falsos positivos.

En conjunto, estas métricas proporcionan una imagen completa del rendimiento del modelo.
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Figura 3-33: Métricas de desempeño para cuatro casos de balanceo con algoritmo Tree

Ensemble.
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Figura 3-34: Matŕız de confusión y distribución de probabilidad. Datos desbalancea-

dos.Algoritmo Tree Ensemble.

Figura 3-35: Matŕız de confusión y distribución de probabilidad. Balanceo SMOTE. Algo-

ritmo Tree Ensemble.

Figura 3-36: Matŕız de confusión y distribución de probabilidad. Balanceo Submuestreado.

Algoritmo Tree Ensemble.
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Figura 3-37: Matŕız de confusión y distribución de probabilidad. Balanceo Bootstrapping.

Algoritmo Tree Ensemble.

Métricas Desb. SMOTE Unders. Boots.

AUC * ** *** ****

Accuracy * ** **** ***

Precisión *** * ** ****

Sensibilidad * ** **** ***

Especificidad **** ** * ***

F-Measure * ** *** ****

Índice de Youden * ** **** ***

Velocidad de clasificación **** ** *** *

Tolerancia a los valores Missing *** *** *** ***

Tolerancia a atributos irrelevantes *** *** *** ***

Tolerancia a atributos redundantes ** ** ** **

Tolerancia al ruido ** ** ** **

Tratamiento de atributos Discretos/Binarios/Continuos **** **** **** ****

Facilidad de explicación **** **** **** ****

Manejo de parámetros del modelo *** *** *** ***

Totales ** * *** ****

Tabla 3-11: Tabla comparativa algoritmos de aprendizaje automático de clasificación con

diferente balanceo de datos para Tree Ensemble.(**** Representan el mejor desempeño y *

el peor.)

De acuerdo con la figura 3-34 se puede ver que el algoritmo Tree Ensemble con datos

desbalanceados es la que tiene mayor precisión en términos de eficacia (precisión), para env́ıo

de inspecciones a terreno es la métrica más adecuada. Lo que muestra es que la precisión

es la más alta con un 68% ya que el número de equivocaciones que tuvo el algoritmo en la

etapa de train fue de 37 falsos positivos y 21 falsos negativos, ver figura 3-34, en total 58 mal

clasificados. Los demás algoritmos de Tree Ensemble con diferente tipo de balanceo tuvieron

un desempeño menor al 68% (figuras 3-35, 3-37, 3-36)por tanto se define en este caso como
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la mejor opción para realizar clasificación de nuevos datos. También se realiza la clasificación

usando la suma de criterios de clasificación con calificación **** al mejor y * al peor que

se muestran la tabla 3-11, sin embargo la tabla 3-11 muestra que la mejor clasificación en

términos generales la tiene el algoritmo Bootstrapping, por otro lado en términos prácticos

se usará el sobremuestreo SMOTE ya que en la prueba del algoritmo con nuevos datos provee

más muestras clasificadas.

3.5.5. Interpretación distribución de probabilidad de clase positi-

va y negativa el algoritmos

La distribución de probabilidad de la clase positiva o negativa en un algoritmo de clasifi-

cación binaria para detectar fraude de enerǵıa eléctrica representa cómo se distribuyen las

probabilidades de que una observación sea clasificada como perteneciente a la clase positiva

o negativa, es decir, en este caso, el fraude de enerǵıa eléctrica. El valor de esta probabilidad

oscila entre 0 y 1 en donde 1 es la certeza total que esa muestra clasificada pertenece a su

clase y cero la incertidumbre total de la pertenencia de clase, esta probabilidad se representa

en el eje X y en el eje Y se muestra la frecuencia

Algoritmo Distribución de Prob. clase positiva Distribución de Prob. clase negativa Nro.Figura

R.F Desbalanceado C.B C.B 3-16

R.F SMOTE C.M C.M 3-17

R.F Undersampled C.M C.M 3-18

R.F Bootstrapping C.B C.B 3-19

F.R Desbalanceado C.B C.B 3-25

F.R SMOTE C.B C.B 3-26

F.R Undersampled C.M C.M 3-27

F.R Bootstrapping C.B C.B 3-28

T.E Desbalanceado C.M C.M 3-34

T.E SMOTE C.M C.M 3-35

T.E Undersampled C.A C.A 3-36

T.E Bootstrapping C.A C.A 3-37

Tabla 3-12: Comparativa de desempeño distribución de probabilidades de clasificación de

clase positiva 1.0 y negativa 0.0 de algoritmos de ML. (R.F: Random Forest, F.R: Fuzzy

Rule, T.E Tree Ensemble). (C.A: Calidad Baja ,C.M: Calidad Media ,C.B: Calidad Baja).

En la tabla 3-12 se muestra la definición de tipo de calidad obtenida del entrenamiento de

los algoritmos y cada tipo de balanceo de datos. Es importante examinar cómo se distribuyen

las probabilidades en las clases positivas y negativas. En una distribución de alta calidad,

las observaciones positivas tienden a tener probabilidades más altas que las negativas. Ideal-

mente, las observaciones positivas debeŕıan estar más concentradas hacia el extremo superior

de las probabilidades (cerca de 1) y las observaciones negativas cerca del extremo inferior

(cerca de 0).
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Predicciones Random Forest Fuzzy Rule Tree Ensemble

Predicción Positivos 1486 257 2169

Predicción Negativos 51417 2523 44477

Tabla 3-13: Cantidad de clasificados positivos y negativos con los tres modelos de clasifición

planteados en etapa de test de algoritmos. Cantidad de datos nuevos para test 229.767

Cuando se trabaja con un modelo de clasificación binaria, el algoritmo asigna una probabi-

lidad a cada observación en el conjunto de datos. Esta probabilidad representa cuán seguro

está el modelo de que la observación pertenezca a la clase positiva. Por lo tanto, para ca-

da observación, tienes una probabilidad que va desde 0 (definitivamente no fraude) hasta 1

(definitivamente fraude). La distribución de probabilidad de la clase positiva muestra cómo

estas probabilidades se distribuyen en todo el conjunto de datos.

Por ejemplo, observando la distribución de probabilidad de la clase positiva para un modelo

de detección de fraude eléctrico, se puede ver que la mayoŕıa de las observaciones tienen

probabilidades cercanas a 0 (lo que sugiere que son observaciones leǵıtimas), pero un pequeño

número de observaciones tienen probabilidades cercanas a 1 (indicando un alto riesgo de

fraude). La forma espećıfica de esta distribución puede variar según el modelo y el conjunto de

datos. Entender esta distribución es fundamental para establecer un umbral de decisión que

permita equilibrar la sensibilidad y la especificidad del modelo de acuerdo con las necesidades

del negocio.

3.5.6. Evaluación de algoritmos de ML (Testing)

Para esta sección se muestra la implementación de los tres mejores algoritmos de ML con

los datos de evaluación para hacer la clasificación de casos con un grupo de datos nuevos de

220.000. En la figura 3-38, 3-39, 3-40 se muestra el flujo del algoritmo de clasificación para

Random Forest cuya mejor estructura de entrenamiento evidenció fue la técnica de muestreo

Bootstrapping. En la figura 3-38, 3-39, 3-40 se muestra por la parte superior izquierda el

flujo de datos que usa un nodo Row Splitter para dividir hacia arriba las muestras de la

clase positiva y hacia abajo la muestras de la clase negativa. Luego de entrar las muestras

de la clase positiva al nodo Bootstrap Sampling se les ejecuta un sobremuestreo que

luego se distribuye de manera aleatoria en los datos por medio del nodo Shuffle. Luego de

esto el nodo Concatenate une los datos sobremuestreados de la clase positiva y los de la

clase negativa provenientes del nodo Row Splitter para formar un solo grupo de datos que

ingresaran al nodo Learner de cada algoritmo. Por la parte inferior de la figura 3-38, 3-39,

3-40 el flujo de datos de test conformados por 220.000 muestras de clientes para realizar la

clasificación por el algoritmo se tratan para poder ingresar al nodo predictor que nos dará

el resultado de clasificación para datos nuevos. Por último el nodo GroupBy suma el total

de clasificados en cada clase positiva y negativa.
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Figura 3-38: Implementación algoritmo con técnica de balanceo Bootstrapping para Ran-

dom Forest con mejor desempeño en Train implementado a datos de Test. Ver resultados

clasificación tabla 3-13.

Figura 3-39: Implementación algoritmo con técnica de balanceo Smote para Fuzzy Rule

con mejor desempeño en Train implementado a datos de Test. Ver resultados clasificación

tabla 3-13.
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Figura 3-40: Implementación algoritmo con técnica de balanceo Smote para Tree Ensemble

con mejor desempeño en Train implementado a datos de Test. Ver resultados clasificación

tabla 3-13.

Con el desarrollo del caṕıtulo 3 subsecciones 3.1 a 3.4 se da cumplimiento al objetivo número

1 que se plantéo en el númeral 1.2.2 de este documento.

3.5.7. Tiempos de ejecución de entrenamiento algoritmos ML

Se hizo la verificación de tiempos de ejecución de los algoritmos de entrenamiento de ML

en dos computadores uno con 8GB RAM y el otro con 16GB RAM. En la verificación de

tiempos de ejecución se encontró que efectivamente el rendimiento en tiempos de ejecución

del computardor de 16GB es mayor y su mayor tiempo de ejecución se dió en el algorit-

mo Fuzzy Rule que fueron aproximadamente 27.8 segundos y en el computador de 8GB de

RAM. Se evidencia claramente en las figura 3-41 3-42 que la capacidad de computación

más elevada disminuye los tiempos. Esto es importante ya que se hicieron pruebas de opti-

mización de hiperparámetros que duraban en el orden de las horas, sin embargo se evidenció

que hacer demasiadas iteraciones en rangos de hiperparámetros muy grandes no mejoraba

significativamente las métricas de entrenamiento sino más bien las empeoraba.
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Figura 3-41: Tiempos de ejecución de algoritmos computador 8GB RAM.

Figura 3-42: Tiempos de ejecución de algoritmos computador 16GB RAM.

Por otro lado también es importante destacar que de los tres algoritmos utilizados con los

métodos de balanceo de datos correspondiente el que obtuvo menor tiempo de entrenamiento

fue el algoritmo Random Forest con datos desbalanceados, sin embargo el no uso de balanceo

de datos no aportó buen desempeño de entrenamiento. Por otro lado el método de balanceo

por Bootstrapping se ve como el más lento en todos los algoritmos utilizados. En estos

ejemplos los tiempos de entrenamiento de menos de un minuto no son considerables para

decidir el no uso de un algoritmo, pero en conjuntos de datos más grandes de entrenamiento

puede ser un punto a considerar ya que los loops de optimización de variables puede hacer

que el tiempo de entrenamiento se conviertan en horas o incluso en d́ıas, lo cual no es una

buena práctica cuando se quieren tener ganancias rápidas y ahorro en esfuerzos.

3.5.8. Validación cruzada de datos (Cross Validation)

Uno de los enfoques de validación de desempeño más robustos para la evaluación de al-

goritmos de ML es la validación cruzada (VC). Los avances en investigación en machine
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learning y estad́ısticos han desarrollado una serie de enfoques para abordar el problema de

la clasificación, incluyendo métodos para la inducción de conjuntos de reglas, regresiones

lineales, árboles de decisión, clasificadores bayesianos y redes neuronales. En este sentido

es importante tener criterios para la elección del mejor algoritmo ajustado a cada caso. En

primer lugar, no existe un único método o paradigma que sea uniformemente superior a

los demás y los resultados emṕıricos demuestran de manera contundente que los métodos

conexionistas producen modelos con una mayor precisión predictiva en algunos problemas,

mientras que los métodos de aprendizaje estad́ıstico y simbólico prevalecen en otros. En se-

gundo lugar, el conocimiento espećıfico del problema a veces puede ayudarnos a adivinar qué

método funcionará mejor, por ejemplo las bases matemáticas de algoritmos de clasificación

como Random Forest o XGBoost son ideales en desempeño para el uso en entrenamientos

de datos desbalanceados como los casos de fraudes en sus distintos enfoques. Por ejemplo

una distinción entre tareas de aprendizaje paralelas, en las que la clasificación normalmente

se determina por el efecto conjunto de todos o la mayoŕıa de los valores de atributo, y tareas

secuenciales, en las que pocos atributos son relevantes para la clasificación de un solo caso y

la relevancia de un atributo dado depende de los valores de otros.[39] [40]

Aśı pues es necesario escoger los métodos conexionistas para problemas de clasificación pa-

ralela y los métodos simbólicos para problemas secuenciales. Entonces este conocimiento

previo de la configuración de los datos puede ayudar en la selección de un enfoque para la

clasificación. Cuando se sabe que la relación es compleja en relación a la cantidad de datos

disponibles para el entrenamiento, se deben usar preferiblemente los árboles de decisión sin

podar pueden ser más precisos que los podados. Y si se conoce que los valores de atributo

de cada caso están fuertemente afectados por el ruido y que este ruido no se puede eliminar

inicialmente por métodos de anaĺıtica de datos facilmente es necesario el uso de las redes

neuronales que serán superiores en estos casos para realizar clasificación. [39] [40] Por otro

lado, cualquier estrategia para inducir modelos a partir de datos implica una forma de ses-

go, y esto es cierto para la estrategia de validación cruzada como para otras estrategias de

entrenamiento. Como resultado, al igual que cualquier otra estrategia, el rendimiento pre-

dictivo promedio de la VC será mejor que las alternativas simples en algunos entornos y

peor en otros y para un problema dado, solo el conocimiento del dominio puede ayudarnos

a decidir cuál enfoque será preferible. Es aśı que, la validación cruzada puede conducir a un

mejor rendimiento promedio al mismo tiempo que protege contra la posibilidad de un mal

rendimiento , sin embargo no elimina la necesidad de un enfoque que requiera conocimiento

espećıfico e intensivo en el proceso.[39] [40]

Sin embargo, para el caso de la validación de este documento enfocado en pérdidas no técni-

cas se usan métricas como Accuracy, precision y otras ya que se tienen datos desbalanceados

por la naturaleza del problema asociado a fraude. En este sentido la utilización de validación

cruzada para pérdidas no técnicas no tiene mucha fuerza ya que al haber tan pocas mues-
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tras de datos de la clase positiva es decir fraudulenta, el promedio de las métricas de cada

subgrupo o subconjunto evaluado será en algunos casos muy buena cuando exista dentro de

ese grupo una cantidad de muestras balanceadas o muy mala cuando no se tengan muestras

balanceadas. Aśı pues, es mejor en este caso la validación por parámetros clásicos como los

mencionados en el caṕıtulo 2 y mostrados en el caṕıtulo 3 de este documento.

Con el desarrollo del caṕıtulo 3 subsecciones 3.1 a 3.4 se da cumplimiento al objetivo número

1 que se plantéo en el númeral 1.2.2 de este documento.



Caṕıtulo 4

Estrategias para inversión de recursos

en zonas con mayor riesgo de pérdidas

no técnicas.

4.1. Introducción

La inversión en términos de macromedición en zonas de mayor riesgo de pérdidas es una

necesidad latente para las empresas de distribución de enerǵıa eléctrica, ya que en zonas

de altas concentraciones de fraude y las complejidades intŕınsecas a estas áreas se requiere

planear el control desde un enfoque distinto. Aśı pues, para hacer seguimiento y monitoreo

de clientes espećıficos o grupos de clientes se usan equipos en media o baja tensión con

capacidad de monitorear el perfil de carga y en algunos casos controlar apertura de la enerǵıa.

Sin embargo para la realización de estos análisis se requiere hacer un estudio de análisis de

datos que permita agrupar el grupo de clientes en cuestión a estudio y con esto realizar la

planeación de instalación de equipos especiales de medición y control de pérdidas, lo cual se

expondrá como una opción de estrategia a continuación.

4.2. Proceso de mineŕıa de datos obtención de clusters

1. Obtención base de datos con información de aproximadamente 90.000 transformadores

del parque de clientes: En esta etapa de desarrollo de mineŕıa de datos se realiza la

obtención y consolidación de datos de coordenadas (Latitud,longitud) de cada trans-

formador con el fin de graficarlos en el sofware QGIS sobre una capa de google maps.

Ver tabla 4-4.

2. Uso de herramientas de extracción de texto con técnicas de filtrado: Otra técnica de

asociación de datos de transformadores de parques industriales fue la consolidación
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de los datos de las observaciones de inspecciones pasadas sobre todos los clientes de

parques industriales.

3. Extracción de textos de inspecciones para incorporación de clientes parques industria-

les: Luego de la recopilación de datos de inspecciones con antiguedad 2018 en adelante,

se utilizan técnicas de extracción de datos para obtener nombres de parques industriales

dentro de observaciones.

4. Técnicas de anaĺıtica de datos en maps para juntar coordenadas de transformadores

dentro de áreas poligonales: En el software QGIS se usan mapas actualizados de goo-

gle maps para delimitar por medio de una capa de poĺıgonos las áreas de parques

industriales.

5. Marcado de cuentas de acuerdo con caracteŕısticas: Luego de la obtención de clientes

por parque industrial e identificados con un ID único se procede a realizar el tratamiento

de datos para generar flags para caracteŕısticas de cada cliente. Ejemplo: Factor¿1,

metalurgia, comercial etc. Ver figura 4-5.

6. Realización de comparaciones de consumos intermensuales, bimensuales, interanuales:

Para la definición de variaciones de consumos en el tiempo se utilizaron comparaciónes

en diferentes ventanas de tiempo y de acuerdo con el porcentaje de subida o bajada se

elabora el cálculo de enerǵıa en riesgo.

7. Uso de herramientas de Dashboard para la muestra de resultados: La actualización

de los datos de fuente de acuerdo con las inspecciones diarias provee realimentación a

estas herramientas de visualización para la toma de decisiones en términos de pérdidas

de enerǵıa e inteligencia de negocio para inversiones futuras en macromedición.

4.3. Estrategia de inversión de recursos en Macrome-

dición

Los clientes de un sistema de distribución de enerǵıa como la sabana de Bogotá y Cundina-

marca los clientes comerciales e industriales consumen más del 40% de la enerǵıa facturada.

Por lo tanto existe un nicho de recuperación de enerǵıa mayor en clientes con actividades

económicas industriales y comerciales, en este sentido los parques industriales que se desa-

rrollan en conjuntos cerrados sin fácil acceso de cuadrillas de inspección son un blanco de

focalización importante. Las condiciones de ingreso a estos parques industriales en muchas

ocasiones no son de fácil acceso y el factor sorpresa de inspección de pérdidas de pierde

cuando existe la restricción en la entrada. Para proponer una estrategia diferente en mante-

nimiento e instalación de macromedición se propone este análisis por parque que determina

en orden de prioridad la estrategia más efectiva en cada caso.
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Figura 4-1: Consumo de enerǵıa por actividad económica en Bogotá y Cundinamarca.

(Residencial NC: Residencial No Contribuyente, Residencial C: Residencial Contribuyente,

Oficial: Cuentas oficiales como Alcald́ıas, fuerza Pública, etc. AP: Alumbrado Público).

4.4. Macromedición de red

La de contraste en red de media tensión es una opción estratégica para la instalación de una

medida externa a un predio de parque industrial con el fin de realizar balances de enerǵıa

facturada vs enerǵıa que ingrese al parque. Para esto se realiza la tabla 4-5 con el fin de

identificar por orden de prioridad la enerǵıa en riesgo en cada predio de caracter industrial.

Para efectos de este documento se identificaron 16 parques industriales en la sabana de

Bogotá y Cundinamarca con una enerǵıa en riesgo organizada de mayor a menor para env́ıo

a inspección visual con el fin de verificar las condiciones de ingreso de alimentación en media

tensión. En los casos con espacio y equipos de cañuelas en la entrada de los parques es de

fácil instalación equipos de medición tipo cañuela electrónicos que cuentas con comunicación

y los datos son accesibles desde una plataforma. En este caso la estrategia de uso de estos

equipos esta en la utilización de esos datos para realizar balances parciales de estos parques

y comparar enerǵıa facturada vs enerǵıa medida en equipo. En la figura 4-3 se muestra

un punto de instalación t́ıpico en donde la instalación se facilita ya que se usa la misma

estructura existente para la instalación de macromedidores en media tensión.
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Figura 4-2: Unifilar de propuesta punto de instalación para equipos de macromedición de

ingreso a parques Industriales.

4.5. Macromedición de Parques Industriales

De acuerdo con el análisis de parques industriales 4-2 se encuentra la prioridad de 16 parques

industriales para visitar por parte de personal capacitado en la instalación de equipos de ma-

cromedición en terreno para hacer verificaciones de estructura. Un resumen de la estrategia

planteada en terreno es la siguiente:

1. Verificar puntos de ingreso de alimentación en media tensión a parque industrial.

2. Verificar actividad económica de clientes dentro de parque y aforo en cada cliente.

3. Identificar aumentos de carga no autorizados en tranformadores de clientes dentro de

parques.

4. Identificar recorrido completo de alimentación en media tensión de parque.

5. Verificar macromedición de contraste existente en parques.
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Figura 4-3: Punto de instalación t́ıpico para equipos de macromedición tipo cañuela de

ingreso a parques Industriales.

Figura 4-4: Clusters de parques industriales obtenidos. Total 130 Parques Industriales Bo-

gotá y Cundinamarca.

4.6. Balances temporales en grandes enerǵıas a partir

de análisis de datos

Los balances temporales hacen referencia a la utilización de estos equipos de macromedición

de manera temporal sobre cada parque, es decir, se utiliza durante un periodo de tiempo que
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Nombre/Código Descripción de variable

E Riesgo MWh Cálculo de enerǵıa en riesgo por disminución consumo 2022-2023.

Clientes Número de clientes en Parque Industriales.

N>1 Número de clientes en parque Industrial Nivel de tensión > 1.

FX>1 Número de clientes con factor de medida mayor a 1.

PEAJ. Número de Peajes o clientes de otros comercializadores.

CProm MWh Consumo total del parque dividio cantidad de clientes.

CTotal MWh Consumo total clientes parque Industrial.

Ind. Cantidad de clientes con actividad económica industrial.

Com. Cantidad de clientes con actividad económica comercial.

Plast Cantidad de clientes con actividad económica plastiquera.

Metal Cantidad de clientes con actividad económica metalurgia.

Textil Cantidad de clientes con actividad económica textil.

R.Neg Cantidad de clientes por reglas de negocio.

TRAFOS Número de transformadores en parque industrial.

COMB Número de macromedidores tipo combinados en parques industrial.

MOL Número de medidores con equipo de comunicación tipo Mol.

MANTIS Número de medidores con equipo de comunicación tipo Mantis.

TPE=1 Parques con True Positive Energy = 1.

TPE>1 Parques con True Positive Energy > 1.

E IMP Suma de enerǵıa imputada histórica en clientes parque industrial.

Fall>1 Suma de inspecciones fallidas históricas en parque industrial.

Med Int Cantidad de clientes con medidor interno.

Tabla 4-1: Definición de variables para estrategia de inversión de recursos de mantenimiento

e instalación de macromedición. Ver figura 4-5

sea suficiente para la recopilación de datos de corrientes, tensiones y enerǵıa para con esto

proyectar o extrapolar consumos al mes o mayor al mes. Luego de usar durante este periodo

de tiempo la macromedición externa en un parque se utilizaŕıa para la instalación en otro

parque de interés y con esto se tendŕıa un insumo de anaĺıtica de datos para focalización de

pérdidas de enerǵıa.

4.7. Limitaciones de macromedición de contraste en

Parques Industriales

Uno de los inconvenientes con los que se puede encontrar en terreno es el ingreso de múltiples

circuitos dentro de un predio de parque industrial ya que esto implicaŕıa la instalación de

múltiples macromedidores que haŕıan más costosa la operación en términos de personal,
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tiempo y recursos para macromedidores. En estos casos la estrategia de macromedición no

seŕıa factible ya que la inversión en instalación de un equipo removible no justificaŕıa el

beneficio de analizar enerǵıa. En los casos de múltiples ingresos de circuitos a un parque

industrial se requerira una estrategia diferente a la planteada en este caṕıtulo. Otra opción

para la macromedición de parques industriales es la instalación de equipos tipo combinado

que se instalen de manera fija a la entrada del parque sin embargo esta opción esta ligada a

la prioridad de enerǵıa a monitorear y a la tasa de retorno de la inversión en estos equipos

y su correcto aprovechamiento.

4.8. Estado actual Parques Industriales y pasos a se-

guir

En la actualidad existen macromedidores antiguos que por su obsolecencia ya no cumplen

con las caracteŕısticas mı́nimas para operar o transmitir datos. En este caso y siguiendo

primero la priorización de recursos por enerǵıa en riesgo de la figura 4-5 se debe realizar

mantenimiento y/o cambio para realizar control de pérdidas no técnicas.

Estado Actual Ejecución Env́ıos planteados

135 Parques Industriales 16 Trafos aumento de carga no autorizada 16 Parques instalación Macro-contraste

7650 Clientes 1450 Cuentas con R.N —

Consumo Promedio Mes: 70GWh Trafos en parques 1159 —

CNR histórico: 7.2GWh Insp.2023:756, CNR 2023:1.2GWh —

Tabla 4-2: Resultados de análisis de clusters y pasos a seguir. Priorización de recursos en

instalación de macromedición en Parques Industriales con más enerǵıa en riesgo según figura

4-5.

Con el desarrollo del caṕıtulo 4 subsecciones se da cumplimiento al objetivo número 2 que

se plantéo en el númeral 1.2.2 de este documento.
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Figura 4-5: Tabla dinámica de control de pérdidas de enerǵıa para priorización de recursos

en macromedición. Elaboración en versión estudiantil de PowerBi.



Caṕıtulo 5

Resultados de implementación de

algoritmos supervisados de

clasificación

Para verificar el resultados de los análisis y clasificaciones desarrolladas por los algoritmos

en el marco en este documento se enviaron a inspección 20 clientes. Los cuales contaban con

las siguientes caracteŕısticas, ver tabla :

Tabla 5-1: Candidatos enviados a inspección de acuerdo con clasificación de algoritmos.
NUM

CLI

CNR

Acum ft
TPE Acum ft H DOLO ACUM ft H SD CUM ft TPE NIVEL FACTOR act econ lect

1 0 0 0 0 0 2 1100 Mina

2 0 0 0 0 0 2 600 Cĺınicas,

3 0 0 0 0 0 2 600 Áreas comunes

4 0 0 0 0 0 2 400 Industrial

5 0 0 0 0 0 1 407 Restaurante

6 0 0 0 0 0 1 300 Comercial

7 82393,3 5 4 0 0 1 220 Industrial

8 0 0 0 0 0 2 200 Minas

9 584,495 1 0 0 0 2 200 Minas

10 0 0 0 0 0 1 200 Áreas comunes

11 0 0 0 0 0 1 200 Áreas comunes

12 0 0 0 0 0 1 200 Áreas comunes

13 0 0 0 0 0 1 160 Plastiqueros

14 0 0 0 0 0 1 160 Minas

15 0 0 0 0 0 1 160 Áreas comunes

16 0 0 0 0 0 1 160 Áreas comunes

17 0 0 0 0 0 1 160 Minas

18 0 0 0 0 0 1 160 Minas

19 0 0 0 0 0 1 160 Minas

20 0 0 0 0 0 1 120 Plastiqueros

Los casos con positivos de hallazgos de hurto o subregistro en las inspecciones son 1,4,7 de

la columna NUM CLI en la tabla 5-1. Estos casos se muestran en las figuras 5-1,5-2, 5-3
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5.1. Caso I

En este caso se encuentra un caso de dolo a un cliente con comportamientos anomalos en el

consumo de enerǵıa activa y reactiva de acuerdo con su histórico, por un lado la lectura de

enerǵıa reactiva evidenciada en su medidor muestra cero durante más de 10 periodos con-

secutivos y un bajada de consumo de enerǵıa activa de 40.000kWh-mes en promedio hacia

los 9.200kWh-mes lo que corresponde a un subregistro estimado de 30.000kWh por mes. En

este escenario es evidente que por un lado la enerǵıa reactiva en cero no es normal para

un cliente con cargas inductivas y por otro una disminución de consumo muy grande vs el

promedio. En el balance de circuito mostrado en la figura 5-1 un delta positivo de pérdida de

enerǵıa de 115MWh lo cual evidencia que pueden existir más clientes con hurto o subregistro

o que existan v́ınculos de clientes circuito pendientes por actualizar en dicho circuito. Por

otro lado, es importante resaltar que para cada transformador se deben tener en cuenta los

clientes con mayor pérdida para la visita por parte de la cuadrilla como prioridad ya que es-

tos clientes pueden justificar gran parte de la enerǵıa que se esta buscando en las inspecciones.

En la figura 5-1 se muestra un circulo y un vector color rojo que representa un diagrama fa-

sorial descargado del medidor que muestra las magnitudes de dos fases en cero y una en 5.2A

a 11.4kV. Es importante en la verificación de estas cuentas con consumos a nivel industrial

hacer medición de corriente en la acometida previa al ingreso al previo para tomar evidencia

de la carga instantánea del cliente. En muchos casos los clientes disminuyen o desconectan

sus cargas en el momento que las cuadrillas de inspección visitan los predios lo cual dificulta

la labor de verificación y corrección de la medida de enerǵıa. También es importante aclarar

que en cada inspección es necesario que las cuadrillas diligencien un acta con los datos del

cliente y las caracteŕısticas de las instalaciones que se verifiquen en terreno, aśı es posible

comparar condiciones de conexión iniciales de contrato de enerǵıa vs condiciones reales. En

muchos casos existen clientes que no mantienen sus condiciones iniciales tanto en grupos de

medida como en su instalación f́ısica que debido a la no factibilidad por parte de las empresas

prestadoras del servicio de distribución pueden generar un riesgo eléctrico y/o sobrecargas

en las redes eléctricas.

En las tablas tituladas circuito y transformador de la figura 5-1 se define el histórico de

caracteŕısticas del circuito en media tensión 11.4kV y el transformador de distribución a

los cuales el cliente pertenece. En este caso estas variables de historial y tipos de clientes

asociados a circuito y transformador fueron incluidos en el entrenamiento del algoritmo y

se encuentran en la tabla 6-1. En resumen este caso de éxito clasificado por los algoritmos

desplegados en el marco de este trabajo es remitido al área de cobros y liquidación de CNR

de la empresa Enel para cobrar al cliente una enerǵıa estimada de 30MWh-mes durante 5

meses máximo hacia atrás y con esto el estimado en recuperación de enerǵıa es de 150MWh.
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5.2. Caso II

Para el segundo caso de éxito clasificado por los algoritmos se evidencia un cliente tipo in-

dustrial con un grupo de medida indirecta y factor de medida de 220. Con nivel de tensión

2 y equipo de telemedida en medidor. En este caso los consumos del cliente se muestran en

promedio coherentes en el tiempo ya que tiene oscilaciones desde los 15.4MWh-mes hasta los

6.3MWh-mes y no se ve un comportamiento descendente en los consumos en el tiempo de

manera clara, sin embargo los balances de circuito y subestación estan por encima del 27%

y 16% respectivamente lo que hace la diferencia en la focalización de pérdidas. De acuerdo

con el acta de inspección de este caso el cliente corto circuita una fase en bornes de medición

lo cual es un comportamiento iĺıcito y se estima una enerǵıa de recuperación de 40MWh-mes

y proyectado hasta máximo 5 periodos de facturación serán 200MWh totales. Es un caso

interesante ya que los deltas de pérdidas de enerǵıa presentados en los balances son coheren-

tes con el hallazgo en terreno. Por otro lado la enerǵıa de este cliente no justifica totalmente

las pérdidas no técnicas y es necesario generar más análisis, clasificaciones y planes sobre los

clientes en cuestión.

También se muestra en la tabla llamada transformador de la figura 5-2 que este cliente es

exclusivo de un transformador y que por lo tanto al momento de la inspección la revisión

de cargas aguas arriba de la medida era únicamente la carga total del cliente. En particular

el hallazgo determinante de subregistro de enerǵıa en este cliente se debió a la fisura y mal

funcionamiento de un CT transformador de corriente que afectaba la suma de enerǵıa total

registrada por el medidor.

5.3. Caso III

Para este tercer caso que se muestra en la figura 5-3 se evidencia en terreno un caso de

aislamiento de señal de corriente en medidor por manipulación. Cuando se realiza este tipo

de manipulación en una fase se deja de registrar la enerǵıa consumida en esa fase y por tanto

el consumo de enerǵıa disminuye un tercio del total, aśı en los consumos del cliente eviden-

ciados en la figura 5-3 se pueden ver una disminución de consumo de 302MWh-mes hasta los

200MWh-mes aproximadamente lo cual es coherente con el perfil de consumo hacia abajo.

Por tanto el subregistro de enerǵıa es de aproximadamente 100MWh-mes y su proyección

de recuperación CNR se estima en 500MWh en total. En este caso los algoritmos cruzaron

de manera efectiva la alta probabilidad de hurto del cliente en parte por el aporte de in-

formación de pérdidas de circuito y subestación. El circuito ha mantenido unas pérdidas de

enerǵıa en el tiempo de un 30% lo cual es muy alto y por tanto se puede concluir que una de

las actividades de mayor atención para el entrenamiento de algoritmos y pérdidas no técni-

cas tiene que ver con la focalización en grandes enerǵıas y deltas de pérdidas sin justificación.
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Por otro lado, es importante ver que este cliente en particular tiene unos antecedentes de

TPE, CNR, deuda que lo que muestran es la alta probabilidad de tener reincidencia en

clientes con caracteŕısticas aśı. Por tanto es una buena práctica hecha en el entrenamiento

de algoritmos de aprendizaje automático la incorporación de los antecedentes de inspeccio-

nes previas de todos los clientes y aśı de forma más clara los algoritmos podrán identificar

patrones de comportamiento con alta probabilidad de fraude.

5.3.1. Análisis de necesidad y controles

La experimentación con nuevos enfoques de inspección de pérdidas de enerǵıa y fraude, uti-

lizando tanto algoritmos de machine learning supervisado como no supervisado, se presenta

como un paso crucial en la mejora continua de la eficiencia y precisión en la gestión de

redes eléctricas. La inclusión de nuevas variables, como datos climáticos, historiales de cua-

drillas y variables económicas, permitiŕıa una comprensión más hoĺıstica de los factores que

pueden influir en la ocurrencia de pérdidas no técnicas. Esto no solo enriquece la calidad

de los modelos predictivos, sino que también contribuye a una focalización más precisa de

las áreas cŕıticas. Por esto también es importante cuantificar de manera monetaria la retri-

bución en dinero que las empresas del negocio de la enerǵıa logran recuperar haciendo uso

de reglas y patrones acompañadas de un seguimiento e interventoŕıa cont́ınua para la mejora.

La implementación de dashboards de control en el tiempo es igualmente esencial, ya que

proporciona una herramienta valiosa para el monitoreo continuo y la evaluación de los re-

sultados. Esto permite una supervisión en tiempo real de la eficacia de los algoritmos y la

identificación oportuna de desviaciones o anomaĺıas. Además, el seguimiento en el tiempo a

través de los dashboards facilita la toma de decisiones basadas en datos y la adaptación de

estrategias a medida que evolucionan las condiciones y los patrones de pérdidas de enerǵıa

o fraude. En conjunto, la experimentación con nuevos casos, la inclusión de variables diver-

sas y el seguimiento continuo a través de dashboards contribuyen significativamente a una

gestión más eficiente y efectiva de las redes eléctricas, lo que se traduce en beneficios tanto

económicos como operativos. Por otro lado, se evidencia que la calidad de los datos debe ser

la constante preocupación en estos procesos de búsquedas de pérdidas no técnicas ya que

estos falsos datos pueden generar alarmas y despliegues innecesarios de planes de recupera-

ción que pueden ser vano.
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5.4. Resumen resultados inspecciones y recuperación

de enerǵıa

A continuación se muestra el resumen de enerǵıa recuperada por medio de las inspecciones

realizadas de acuerdo con la clasificación de algoritmos presentados en este documento.

Es importante aclarar que los valores de CNR son calculados por un equipo que sigue la

regulación vigente y solamente el valor final de cobro al cliente se determina por parte de

ellos. En la tabla 5-2 se muestra un estimado de acuerdo con un cobro retroactivo de 5 meses

atrás antes del hallazgo y teniendo en cuenta las curvas de consumo del cliente.

Caso CNR Acción

I 150MWh En proceso de cálculo y liquidación por área encargada

II 500MWh En proceso de cálculo y liquidación por área encargada

III 500MWh En proceso de cálculo y liquidación por área encargada

Tabla 5-2: Resultados de recuperación de enerǵıa casos enviados por clasificación de algo-

ritmos de Machine Learning.

Con el desarrollo del caṕıtulo 3 y 5 se da cumplimiento al objetivo número 3 que se plantéo

en el númeral 1.2.2 de este documento.
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Figura 5-1: Caso 1
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Figura 5-2: Caso 2
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Figura 5-3: Caso 3



Conclusiones

La implementación del algoritmo de combinación de balances de enerǵıa a nivel de sub-

estación y circuito evidenció la importancia de tener métricas de desbalance de enerǵıa

con posibles suplencias, ya que estas métricas de deltas de enerǵıa periodo a periodo

evidencian la enerǵıa real representada en pérdidas no técnicas más un porcentaje de

pérdidas técnicas. Estos deltas de enerǵıa calculadoS permitieron la incorporación de

variables de entrenamiento a los algoritmos de Machine Learning que se ven refleja-

dos en los casos de éxito encontrados con una enerǵıa estimada de recuperación de

1.15GWh y qué son consecuentes con subestaciones y circuitos con balances de enerǵıa

que presentan altas pérdidas no técnicas. En algunos casos se tiene la limitación de no

contar con datos de calidad mes a mes debido a fallas en macromedición o fallas en la

comunicación que no se corrigen con prontitud y se pierden datos importantes en esos

periodos de falla.

La estrategia de inversión de recursos en macromedición en zonas de altas pérdidas no

técnicas es un enfoque necesario en el manejo de planes para mitigar estas pérdidas.

Con la realización de técnicas de anaĺıtica de datos y la consolidación de distintas

fuentes de información fue posible la construcción de una tabla tipo Dashboard que

permite tomar decisiones de inversión y/o mantenimiento en macromedición ya que

por medio de la interacción con esta herramienta visual se pueden obtener clasifica-

ciones de importancia para priorizar recursos y su actualización se realiza de manera

automática usando el mismo algoritmo, esta clasificación muestra una enerǵıa poten-

cial de recuperación apriori de 30GWh mes lo cual es la meta de búsqueda de enerǵıa

que cubŕıria 6 de trabajo en en Enel sector Bogotá y Cundinamarca. Cabe resaltar que

fallas en datos de ubicaciones geográficas de activos o clientes nuevos puede ocasionar

pérdida de información y por tanto desviaciones de análisis hechos desde escritorio

para el despliegue de planes, por esto es necesario enfocar esfuerzos en validaciones de

sesgo de datos y visitas a terreno antes de realizar planes de inversión.

La utilización de aproximadamente 190 variables que sirvieron como reglas de entre-

namiento para los algoritmos de Machine Learning y usando de manera prioritaria las

técnicas de balanceo de datos apropiadas permitieron realizar la clasificación de 3922

clientes con alta probabilidad de hurto de un grupo total de 220.000 clientes de test.



5.4 Resumen resultados inspecciones y recuperación de enerǵıa 111

De los 3922 clientes se priorizaron 30 clientes para env́ıo a terreno los cuales 3 fueron

casos de éxito con un CNR estimado de 1.15GWh lo cual muestra que las reglas de

negocio o variables de entrenamiento son adecuadas para el objetivo planteado. Tam-

bién es importante aclarar que es necesario plantearse nuevas reglas y estrategias para

que los algoritmos clasifiquen más volumen de clientes con alta eficacia ya que en un

ambiente productivo se pueden enviar entre 5000 y 10000 inspecciones por mes lo cual

es un volumen alto de inspecciones.



Trabajo futuro

5.4.1. Reinforcement Learning

El aprendizaje profundo por refuerzo (DRL) está a punto de revolucionar el campo de la

inteligencia artificial (IA) y representa un paso hacia la construcción de sistemas autónomos

con una comprensión más avanzada del mundo. En este caso la exploración e investigación

en todos los campos de la ingenieŕıa como las redes de distribución y las pérdidas no técnicas

se encuentra abierta. En la actualidad, el aprendizaje profundo permite que el aprendizaje

por refuerzo (RL) se aplique a problemas que antes eran intratables, como aprender a jugar

videojuegos directamente a partir de ṕıxeles. Los algoritmos DRL también se aplican a la

robótica. La creación de sistemas de IA que sean receptivos y puedan aprender de manera

efectiva ha sido un desaf́ıo de larga data, que va desde robots que pueden percibir y reac-

cionar al mundo que les rodea, hasta agentes puramente basados en software que pueden

interactuar con el lenguaje natural y multimedia. Un marco matemático fundamentado para

el aprendizaje autónomo impulsado por la experiencia es el RL . Aunque el RL ha teni-

do algunos éxitos en el pasado estos enfoques anteriores carećıan de escalabilidad y estaban

inherentemente limitados a problemas bastante bajos en dimensionalidad. Estas limitaciones

existen porque los algoritmos de RL comparten los mismos problemas de complejidad que

otros algoritmos: como de memoria, complejidad computacional y, en el caso de algoritmos

de aprendizaje automático, complejidad de las muestras.[41] Según lo anterior se muestra el

aprendizaje profundo como un nuevo enfoque de mejora para trabajos futuros para el ámbito

de las pérdidas no técnicas de enerǵıa.

5.4.2. Implementación de nuevas variables

En el ámbito de la investigación futura, es fundamental considerar la incorporación de un

conjunto más amplio y diversificado de variables de entrenamiento para los algoritmos de

machine learning propuestos para la focalización de pérdidas no técnicas. Actualmente, se ha

enfocado la atención en variables clave relacionadas con la detección de pérdidas no técnicas

en las redes eléctricas. Sin embargo, existen numerosos factores que pueden influir en la efi-

cacia de las inspecciones y en la identificación de irregularidades en el suministro eléctrico.

Uno de los aspectos cruciales que merece atención es la incorporación de datos meteorológi-

cos y climáticos. Las condiciones climáticas pueden desempeñar un papel significativo en la
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ocurrencia de pérdidas no técnicas, y la inclusión de esta información en los modelos podŕıa

mejorar la precisión de las predicciones.

Además, es esencial considerar la inclusión de variables que aborden el historial de ejecución

de las inspecciones. Esto implica analizar el rendimiento pasado de las cuadrillas de inspec-

ción, identificar patrones de eficiencia y detectar áreas geográficas o situaciones espećıficas

que puedan requerir una atención especial. Asimismo, la incorporación de datos relacionados

con los tiempos de duración de las inspecciones puede proporcionar información valiosa so-

bre la eficacia de los procedimientos actuales y permitir la optimización de los recursos. Por

último, la consideración de resultados previos de corrupción o irregularidades relacionadas

con las cuadrillas de inspección, aśı como el acompañamiento de supervisores durante las

inspecciones, puede ser un factor crucial para prevenir y abordar de manera proactiva posi-

bles problemas. Estas variables adicionales enriquecerán los modelos de machine learning y

permitirán avanzar hacia un enfoque más completo y efectivo en la detección y prevención

de pérdidas no técnicas en las redes eléctricas.

5.4.3. Implementación de redes neuronales

En este mismo contexto de los algoritmos de machine learning, se destaca la creciente im-

portancia de explorar y perfeccionar el uso de redes neuronales. Estas redes representan una

vertiente prometedora en la inteligencia artificial, ya que pueden abordar tareas complejas y

no lineales con un alto grado de precisión. A diferencia de otros algoritmos convencionales,

las redes neuronales tienen la capacidad de aprender y adaptarse de manera autónoma a

partir de datos, lo que las convierte en herramientas extremadamente versátiles para una

amplia gama de aplicaciones.

Una de las ventajas clave de las redes neuronales radica en su capacidad para modelar

relaciones intrincadas y patrones sutiles en conjuntos de datos complejos. Esto les permite

superar limitaciones comunes en algoritmos tradicionales y abordar problemas desafiantes

y la toma de decisiones basada en datos en tiempo real. Además, el continuo avance en el

hardware y el acceso a grandes volúmenes de datos ha potenciado aún más la eficacia de las

redes neuronales, lo que las convierte en un campo de investigación y desarrollo fundamental

para el futuro de la inteligencia artificial y el machine learning. Aśı pues en el ámbito de

las pérdidas no técnicas los algoritmos de ML basados en las redes neuronales pueden tener

una adaptación mayor a patrones de hurto de enerǵıa que son tan cambiantes en el tiempo

debido a las complejidades a las que se enfrentan los equipos de pérdidas de enerǵıa de las

empresas con nuevos equipos de manipulación de la medida y conservación de patrones de

consumo durante largos periodos de tiempo que logran evadir en muchos casos los algoritmos

con reglas conocidas de detección.
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5.4.4. Implementación de computación de alto desempeño

La investigación en el ámbito de la computación de alto desempeño desempeña un papel

esencial en el despliegue efectivo de algoritmos de machine learning basados en redes neu-

ronales. A medida que estos algoritmos se vuelven cada vez más complejos y demandantes

en términos de recursos computacionales, la necesidad de avanzar en la computación de alto

rendimiento se vuelve crucial. La capacidad de entrenar y ejecutar redes neuronales profun-

das en grandes conjuntos de datos requiere una potencia de cálculo sustancial, y es en este

punto donde la investigación en computación de alto desempeño se convierte en un habili-

tador clave.

Aśı pues, la investigación en este campo se centra en desarrollar arquitecturas de hardware y

técnicas de procesamiento que puedan acelerar significativamente las operaciones necesarias

para las redes neuronales, como el cálculo de gradientes, la multiplicación de matrices y la

propagación hacia atrás. Además, es necesaria la exploración de enfoques de paralelización

y optimización de código para aprovechar al máximo los recursos disponibles. Por esto el

resultado de esta investigación futura mostraŕıa capacidad de entrenar modelos de redes

neuronales más grandes y complejos en un tiempo razonable, lo que impulsaŕıa avances en

aplicaciones como las pérdidas no técnicas.

5.4.5. Uso de algoritmos de aprendizaje no supervisado

Una sugerencia valiosa para futuras investigaciones en este contexto del desarrollo de este do-

cumento seŕıa la implementación de algoritmos no supervisados, como el algoritmo K-Means,

para abordar la problemática de la focalización de pérdidas no técnicas. Este enfoque podŕıa

ser particularmente beneficioso al enfrentar situaciones de suspensiones reiterativas debidas

a coincidencias de coordenadas entre clientes y usuarios no clientes. Al emplear algoritmos

no supervisados, se podŕıa explorar la posibilidad de identificar patrones ocultos o agrupa-

mientos de datos que no son evidentes a simple vista. K-Means, por ejemplo, es conocido por

su capacidad para agrupar datos en clústeres basados en similitudes, lo que podŕıa ayudar a

detectar situaciones inusuales o relaciones complejas en los datos de suspensión. Esto podŕıa

abrir nuevas v́ıas para mejorar la precisión en la focalización de pérdidas no técnicas y, en

última instancia, reducir el impacto de suspensiones reiterativas que son un foco de pérdidas

económicas debido a que existen casos reiterativos que requieren una solución más robusta

en terreno como lo es la instalación de medidas técnicas de red o modificaciones al circuito

en cuestión.

Además, se podŕıa considerar más reglas de aprendizaje automático no supervisado para

analizar de manera más profunda la coincidencia de coordenadas y sus implicaciones en la

detección de pérdidas no técnicas. El empleo de algoritmos como el Análisis de Componen-

tes Principales (PCA) o el Análisis de Clúster podŕıa permitir la exploración de relaciones
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multidimensionales entre las variables involucradas. Al combinar estos enfoques con la focali-

zación de pérdidas no técnicas de algoritmos supervisados se podŕıa obtener una comprensión

más completa de los datos y mejorar la capacidad para identificar anomaĺıas y áreas de in-

terés. Esta estrategia podŕıa resultar en un enfoque más robusto y efectivo para abordar

las suspensiones reiterativas y reducir las pérdidas no técnicas en el contexto de las redes

eléctricas.



Caṕıtulo 6

Anexos

Tabla 6-1: Variables de entrenamiento utilizadas para algoritmos de ML.

# Etiqueta Variable para train Descripción

1 cons Act T-1 Consumo en periodo -1 antes de inspección

2 cons Act T-2 Consumo en periodo -2 antes de inspección

3 cons Act T-3 Consumo en periodo -3 antes de inspección

4 cons Act T-4 Consumo en periodo -4 antes de inspección

5 cons Act T-5 Consumo en periodo -5 antes de inspección

6 cons Act T-6 Consumo en periodo -6 antes de inspección

7 cons Act T-7 Consumo en periodo -7 antes de inspección

8 cons Act T-8 Consumo en periodo -8 antes de inspección

9 cons Act T-9 Consumo en periodo -9 antes de inspección

10 cons Act T-10 Consumo en periodo -10 antes de inspección

11 cons Act T-11 Consumo en periodo -11 antes de inspección

12 cons Act T-12 Consumo en periodo -12 antes de inspección

13 cons Act T-13 Consumo en periodo -13 antes de inspección

14 cons Act T-14 Consumo en periodo -14 antes de inspección

15 cons Act T-15 Consumo en periodo -15 antes de inspección

16 cons Act T-16 Consumo en periodo -16 antes de inspección

17 cons Act T-17 Consumo en periodo -17 antes de inspección

18 cons Act T-18 Consumo en periodo -18 antes de inspección

19 cons Act T-19 Consumo en periodo -19 antes de inspección

20 cons Act T-20 Consumo en periodo -20 antes de inspección

21 cons Act T-21 Consumo en periodo -21 antes de inspección

22 cons Act T-22 Consumo en periodo -22 antes de inspección

23 cons Act T-23 Consumo en periodo -23 antes de inspección

24 cons Act T-24 Consumo en periodo -24 antes de inspección

25 act LECTURA ING1 T-1 Lectura medidor en periodo -1 antes de inspección

26 act LECTURA ING1 T-2 Lectura medidor en periodo -2 antes de inspección

27 act LECTURA ING1 T-3 Lectura medidor en periodo -3 antes de inspección

28 act LECTURA ING1 T-4 Lectura medidor en periodo -4 antes de inspección

29 act LECTURA ING1 T-5 Lectura medidor en periodo -5 antes de inspección

30 act LECTURA ING1 T-6 Lectura medidor en periodo -6 antes de inspección

31 act LECTURA ING1 T-7 Lectura medidor en periodo -7 antes de inspección

32 act LECTURA ING1 T-8 Lectura medidor en periodo -8 antes de inspección

33 act LECTURA ING1 T-9 Lectura medidor en periodo -9 antes de inspección

34 act LECTURA ING1 T-10 Lectura medidor en periodo -10 antes de inspección

35 act LECTURA ING1 T-11 Lectura medidor en periodo -11 antes de inspección

36 act LECTURA ING1 T-12 Lectura medidor en periodo -12 antes de inspección

37 Delta Bim P Delta de pérdida Bimestral consumos clientes%

38 Delta Est P Delta estimado de pérdida%

39 Delta PY Act P Delta pérdida Past Year vs actual%

40 Delta Sem P Delta pérdida Semestral vs actual%

41 Delta Bim kWh Delta pérdida Bimestral kWh

42 Delta Est kWh Delta estimado de pérdida kWh

43 Delta PY Act kWh Delta pérdida Past Year vs actual kWh

44 Delta Sem kWh Delta pérdida Semestral vs actual kWh

45 CNR Acum ft Consumo no registrado en inspección (CNR)

46 CNR Acum T-1 ft 1 Consumo no registrado en inspección anterior (CNR)

47 TPE Acum ft True positive energy en el momento de la inspección (TPE)

48 TPE Acum T-1 ft 1 True positive energy en el inspección anterior (TPE)

49 H DOLO ACUM ft Cantidad de dolos en el momento de la inspección

50 H DOLO ACUM T-1 ft 1 Cantidad de dolos antes de la inspección

51 H SD CUM ft
Cantidad de servicios directos en el momento

de la inspección

52 H SD CUM T-1 ft 1 Cantidad de servicios directos antes de la inspección

Sigue en la página siguiente.
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# Etiqueta variable para train Descripción

53 H SR CUM ft
Cantidad de enerǵıa de subregistro acumulada

en la inspección

54 H SR CUM T-1 ft 1
Cantidad de enerǵıa de subregistro acumulada

antes de la inspección

55 SUSP CUM ft Cantidad de Suspensiones al momento de la inspección

56 SUSP CUM T-1 ft 1 Cantidad de suspensiones antes de la inspección

57 CAMBIO CUM ft
Cantidad de inspecciones con resultado cambio

en el momento de la inspección

58 CAMBIO CUM T-1 ft 1
Cantidad de inspecciones con resultado cambio antes

de la inspección

59 FALL NOT CUM ft
Cantidad de inspecciones con resultado fallida con

notificación en el momento de la inspección

60 FALL NOT CUM T-1 ft 1
Cantidad de inspecciones con resultado fallida con

notificación antes de la inspección

61 CORR CUM ft
Cantidad de inspecciones con resultado corrección

en el momento de la inspección

62 CORR CUM T-1 ft 1
Cantidad de inspecciones con resultado corrección

antes de la inspección

63 ADECUA CUM ft
Cantidad de inspecciones con resultado adecuar en el momento

de la inspección

64 ADECUA CUM T-1 ft 1
Cantidad de inspecciones con resultado adecuar antes

de la inspección

65 INST CUM ft
Cantidad de inspecciones con resultado instalación

en el momento de la inspección

66 INST CUM T-1 ft 1
Cantidad de inspecciones con resultado instalación antes

de la inspección

67 Efi Acum ft
Número de inspecciones eficaces al momento

de la inspección

68 Efi Acum T-1 ft 1 Número de inspecciones eficaces antes de la inspección

69 Insp Acum ft
Cantidad de inspecciones al cliente en el momento

de la inspección

70 Insp Acum T-1 ft 1 Cantidad de inspecciones al cliente antes de la inspección

71 TPE Variable objetivo de predicción

72 PER DET Enerǵıa de pérdida en última inspección

73 tasa ret Cantidad de retiros por año

74 tasa falla Cantidad de fallas por año

75 TIPO Tipo de medidor (Monofásico,Bifásico, trifásico)

76 pp CNR IMP DEF KWH Consumo no registrado imputado total histórico

77 pp PROM 6 PAST Promedio de consumo últimos 6 meses

78 cons React T-1 Consumo enerǵıa reactiva en periodo T-1 antes de inspección

79 cons React T-2 Consumo enerǵıa reactiva en periodo T-2 antes de inspección

80 cons React T-3 Consumo enerǵıa reactiva en periodo T-3 antes de inspección

81 cons React T-4 Consumo enerǵıa reactiva en periodo T-4 antes de inspección

82 cons React T-5 Consumo enerǵıa reactiva en periodo T-5 antes de inspección

83 cons React T-6 Consumo enerǵıa reactiva en periodo T-6 antes de inspección

84 cons React T-7 Consumo enerǵıa reactiva en periodo T-7 antes de inspección

85 cons React T-8 Consumo enerǵıa reactiva en periodo T-8 antes de inspección

86 cons React T-9 Consumo enerǵıa reactiva en periodo T-9 antes de inspección

87 cons React T-10 Consumo enerǵıa reactiva en periodo T-10 antes de inspección

88 cons React T-11 Consumo enerǵıa reactiva en periodo T-11 antes de inspección

89 cons React T-12 Consumo enerǵıa reactiva en periodo T-12 antes de inspección

90 reac LECTURA ING1 T-1 Lectura enerǵıa reactiva en periodo T-1 antes de inspección

91 reac LECTURA ING1 T-2 Lectura enerǵıa reactiva en periodo T-2 antes de inspección

92 reac LECTURA ING1 T-3 Lectura enerǵıa reactiva en periodo T-3 antes de inspección

93 reac LECTURA ING1 T-4 Lectura enerǵıa reactiva en periodo T-4 antes de inspección

94 reac LECTURA ING1 T-5 Lectura enerǵıa reactiva en periodo T-5 antes de inspección

95 reac LECTURA ING1 T-6 Lectura enerǵıa reactiva en periodo T-6 antes de inspección

96 reac LECTURA ING1 T-7 Lectura enerǵıa reactiva en periodo T-7 antes de inspección

97 reac LECTURA ING1 T-8 Lectura enerǵıa reactiva en periodo T-8 antes de inspección

98 reac LECTURA ING1 T-9 Lectura enerǵıa reactiva en periodo T-9 antes de inspección

99 reac LECTURA ING1 T-10 Lectura enerǵıa reactiva en periodo T-10 antes de inspección

100 reac LECTURA ING1 T-11 Lectura enerǵıa reactiva en periodo T-11 antes de inspección

101 reac LECTURA ING1 T-12 Lectura enerǵıa reactiva en periodo T-12 antes de inspección

102 se entradas se T-1 Valor de entradas Subestación T-1

103 se entradas se T-2 Valor de entradas Subestación T-2

104 se entradas se T-3 Valor de entradas Subestación T-3

105 se entradas se T-4 Valor de entradas Subestación T-4

106 se entradas se T-5 Valor de entradas Subestación T-5

107 se entradas se T-6 Valor de entradas Subestación T-6

108 se salidas se T-1 Valor de salidas Subestación T-1

109 se salidas se T-2 Valor de salidas Subestación T-2

110 se salidas se T-3 Valor de salidas Subestación T-3

111 se salidas se T-4 Valor de salidas Subestación T-4

112 se salidas se T-5 Valor de salidas Subestación T-5

113 se salidas se T-6 Valor de salidas Subestación T-6

114 se perdidas se T-1 Valor pérdidas subestación T-1

115 se perdidas se T-2 Valor pérdidas subestación T-2

116 se perdidas se T-3 Valor pérdidas subestación T-3

117 se perdidas se T-4 Valor pérdidas subestación T-4

118 se perdidas se T-5 Valor pérdidas subestación T-5

119 se perdidas se T-6 Valor pérdidas subestación T-6

Sigue en la página siguiente.
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# Etiqueta variable para train Descripción

120 mt ENTRADAS T-1 Valor de entradas transformador en T-1

121 mt ENTRADAS T-2 Valor de entradas transformador en T-2

122 mt ENTRADAS T-3 Valor de entradas transformador en T-3

123 mt ENTRADAS T-4 Valor de entradas transformador en T-4

124 mt ENTRADAS T-5 Valor de entradas transformador en T-5

125 mt ENTRADAS T-6 Valor de entradas transformador en T-6

126 mt SALIDAS T-1 Valor de salidas transformador en T-1

127 mt SALIDAS T-2 Valor de salidas transformador en T-2

128 mt SALIDAS T-3 Valor de salidas transformador en T-3

129 mt SALIDAS T-4 Valor de salidas transformador en T-4

130 mt SALIDAS T-5 Valor de salidas transformador en T-5

131 mt SALIDAS T-6 Valor de salidas transformador en T-6

132 mt PERDIDAS T-1 Valor de pérdidas tranformador en T-1

133 mt PERDIDAS T-2 Valor de pérdidas tranformador en T-2

134 mt PERDIDAS T-3 Valor de pérdidas tranformador en T-3

135 mt PERDIDAS T-4 Valor de pérdidas tranformador en T-4

136 mt PERDIDAS T-5 Valor de pérdidas tranformador en T-5

137 mt PERDIDAS T-6 Valor de pérdidas tranformador en T-6

138 bt ENTRADAS MWh T-1 Valor de entradas circuito en T-1

139 bt ENTRADAS MWh T-2 Valor de entradas circuito en T-2

140 bt ENTRADAS MWh T-3 Valor de entradas circuito en T-3

141 bt ENTRADAS MWh T-4 Valor de entradas circuito en T-4

142 bt ENTRADAS MWh T-5 Valor de entradas circuito en T-5

143 bt ENTRADAS MWh T-6 Valor de entradas circuito en T-6

144 bt SALIDAS MWh T-1 Valor de salidas circuito en T-1

145 bt SALIDAS MWh T-2 Valor de salidas circuito en T-2

146 bt SALIDAS MWh T-3 Valor de salidas circuito en T-3

147 bt SALIDAS MWh T-4 Valor de salidas circuito en T-4

148 bt SALIDAS MWh T-5 Valor de salidas circuito en T-5

149 bt SALIDAS MWh T-6 Valor de salidas circuito en T-6

150 bt PERDIDAS TOT MWH T-1 Valor de pérdidas circuito en T-1

151 bt PERDIDAS TOT MWH T-2 Valor de pérdidas circuito en T-2

152 bt PERDIDAS TOT MWH T-3 Valor de pérdidas circuito en T-3

153 bt PERDIDAS TOT MWH T-4 Valor de pérdidas circuito en T-4

154 bt PERDIDAS TOT MWH T-5 Valor de pérdidas circuito en T-5

155 bt PERDIDAS TOT MWH T-6 Valor de pérdidas circuito en T-6

156 ANO FABRICACION Año de fabricación de medidor

157 COD MODELO Código de modelo de medidor

158 MODELO Modelo del medidor

159 modelo activa Código de modelo de medidor enerǵıa activa

160 NIVEL Nivel de tensión cliente

161 FACTOR Factor de multiplicación de la medida

162 *peaj ULT DIMMER Cliente Peaje (Perteneciente al mercado no regulado)

163 DES FASE Tipo de acometida (monofásica, bifásica, trifásica)

164 AFORO sum Suma de potencia de aforo

165 nomb se Nombre subestación cliente

166 CIRCUITO Circuito del cliente

167 TRANSFORMA Tag de transformador

168 Clase Servicio Tipo de servicio ( Residencial, comercial, industrial)

169 CARGATOT Carga total instalada cliente

170 Carga Aforada Carga aforada en última inspección

171 act econ lect DESCRIPCION Tipo de actividad económica cliente

172 ult OBS INSP Última observación inspección

173 penult OBS INSP Penúltima observación inspección

174 Aum dPBIM BT kWh Aumento de pérdida bimensual en transformador

175 Aum dPBIM MT kWh Aumento de pérdida bimensual en circuito

176 Aum dPBIM SE kWh Aumento de pérdida bimensual en subestación

177 dPBIM BT P
Delta de pérdida Bimestral en Baja tensión

(Transformador)

178 dPBIM MT P
Delta de pérdida Bimestral en Media tensión

(Circuito)

179 dPBIM SE P
Delta de pérdida Bimestral en Media o alta tensión

(Subestación)

180 Aum EBIM BT kWh Aumento consumo Enerǵıa (Transformador)

181 Aum EBIM MT kWh Aumento consumo Enerǵıa (Circuito)

182 Aum EBIM SE kWh Aumento consumo Enerǵıa (Subestación)

183 dEBIM BT P
Delta de enerǵıa Bimensual previo vs mes de inspección

a nivel de transformador

184 dEBIM MT P
Delta de enerǵıa Bimensual previo vs mes de inspección

a nivel de circuito

185 dEBIM SE P
Delta de enerǵıa Bimensual previo vs mes de inspección

a nivel de subestación

186 act vs esp cnr
División entre la enerǵıa actual facturada vs enerǵıa

acumulada en CNR

187 Rango AF Rango de Aforo cliente

188 Rango Carga tot Rango de carga total cliente

189 FPPBT
Cantidad de fallas o anomaĺıas reportadas por lector

en medidor transformador

190 FPPMT
Cantidad de fallas o anomaĺıas reportadas en medición

en circuito

Sigue en la página siguiente.
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# Etiqueta variable para train Descripción

191 FPPSE
Cantidad de fallas o anomaĺıas reportadas en

macromedición

192 FPPBTMT
Suma de fallas o anomaĺıas en transformador

más circuito

193 FPPBTSE
Suma de fallas o anomaĺıas en transformador

más subestación

194 CNR DBT CNR acumulado en transformador

195 CNR DMT CNR acumulado en circuito

196 CNR DSE CNR acumulado en subestación

197 dpp Delta pérdidas en inspección

198 PAR SALMT Parámetro léıdo de enerǵıa en MT mes de inspección
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ca en 2021.” https://www.superservicios.gov.co/sites/default/files/inline-files/Informe-de-

Calidad-del-Servicio-de-Energia-2021.pdf, mar 2021. Superintendencia de servicios públicos.
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