Estimacion de datos faltantes en
procesos ARIMA usando un

enfoque Bayesiano

Manuel Dario Hernandez Bejarano
Departamento de Estadistica

Universidad Nacional de Colombia

Dirigido por:
Fabio Humberto Nieto Sanchez

PhD

Tesis para optar por el titulo de

Maestria en Ciencias Estadistica
2016


mailto:mdhernandezb@unal.edu.co
http://www.unal.edu.co
http://www.unal.edu.co

Estimacion de datos faltantes en
procesos ARIMA usando un enfoque

Bayesiano

Resumen

Este documento presenta una metodologia Bayesiana para la estima-
ci6n de los pardmetros de un modelo ARIMA (p,d,q) en presencia de
datos faltantes, para ello se supone que los valores p, d y ¢ son cono-
cidos. La metodologia utiliza el muestreador de Gibbs para estimar
conjuntamente los parametros del modelo y las observaciones faltan-
tes en la serie de tiempo. Este trabajo supera las dificultades practicas
de previas investigaciones que consideran series de tiempo con datos
faltantes, ya que: (i) el error estdndar de la varianza y el intercepto
pueden ser estimados, (ii) es posible incluir series con una longitud
mayor a 600 observaciones. Las estimaciones de los parametros y de
los datos faltantes considerando datos reales y datos simulados son
similares a los obtenidos mediante la metodologia frecuentista basada
en la funcién de verosimilitud. La parte de prondstico del andlisis de

series de tiempo no es considerada en éste trabajo.

Palabras Clave: Estadistica Bayesiana, muestreo de Gibbs, procesos
ARIMA, datos faltantes, series de tiempo.



Estimation of Missing Observations in
Process ARIMA Using a Bayesian
Approach

Abstract

This document presents a Bayesian methodology for estimating the
parameters of an ARIMA (p,d,q) model in the presence of missing data,
for this, it assumes that p, d and ¢ are known. The methodology uses
the Gibbs sampler to jointly estimate the parameters of the model
and the missing observations. We overcome technical difficulties in
previous research that consider missing data in time series, due to the
fact: (i) the standard error of the variance and the intercept can be
estimated (ii) we can include in the analysis series with more than
600 observations. Results of missing data and parameters estimated
from real-life and simulated data are similar to those obtained by
frequentist methodology based on the likelihood function. Forecast of

time series is not considered in this document.

Keywords: Bayesian Statistics, Gibbs Sampler, Process ARIMA,

Missing Data, Time Series.
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Capitulo 1

Introduccion

Un problema en el andlisis de series de tiempo es la estimacién del modelo
ARIMA con observaciones faltantes. En este documento los datos faltantes son
considerados realizaciones de la variable de interés en el periodo muestral, los
cuales por alguna razon no fueron registrados. Esto es diferente al caso en el
cual existe un mecanismo que produce los datos faltantes aleatoriamente o en el
que las observaciones son por naturaleza desigualmente espaciadas. Por ejemplo,
algunas variables meteoroldgicas (precipitacién, caudal, etc.) presentan muchas
observaciones faltantes, en cuyo caso, aunque la variable tuvo la realizacion, por
alguna circunstancia no fue registrada. El interés de los investigadores es entonces
estimar estos datos faltantes de manera conjunta con los pardmetros del modelo.

Jones (1980) presenta una metodologia para la estimacién 6ptima de valores
faltantes en procesos estacionarios ARMA via el filtro de Kalman. Sin embargo,
este enfoque no es aplicable a procesos no estacionarios ARIMA, dado que las
condiciones iniciales del filtro de Kalman no pueden ser especificadas en el sentido
usual, es decir, no se puede usar la distribucién del vector de estado inicial como
en el caso estacionario, ya que en el caso no estacionario esta distribucién no esta
propiamente definida.

Algunas soluciones han sido propuestas para abordar este problema. Entre
otros, Harvey & Pierse (1984), Kohn & Ansley (1986) y Bell & Hillmer (1991)
han propuesto métodos para ello. Harvey & Pierse (1984) aplican la metodologia
basada en modelos de estados a procesos no estacionarios ARIMA, pero esta
presenta dos limitaciones: (i) los datos faltantes no pueden estar al principio o

al final de la serie y (ii) la seleccién de la representacién del modelo de espacio



de estados no es minima. Kohn & Ansley (1986) presentan una metodologia de
transformacion, la cual modifica el filtro de Kalman para la evaluacién de la
funcion de verosimilitud, realizando un salto en los puntos temporales de las
observaciones faltantes. A partir de este método se tiene la estimacién de maxima
verosimilitud de los pardmetros del modelo ARIMA y a través de una modificacion
del suavizador de punto fijo se interpolan las observaciones faltantes de la serie.

Siguiendo la idea de Kohn & Ansley (1986) de no considerar los valores fal-
tantes al evaluar la verosimilitud, Gémez & Maravall (1994) proponen una me-
todologia, en adelante Metodologia GM, que consiste basicamente en dar una
definicion alternativa de la funcion de verosimilitud para series no estacionarias,
la cual permite una representacion del modelo de espacio de estados que no re-
quiere transformar los datos. Las observaciones faltantes se estiman mediante el
suavizador de punto fijo.

Uno de los programas mas usados para llevar a cabo la estimacion de datos
faltantes de un modelo ARIMA es TSW (Caporello et al. (2001)), el cual incor-
pora la Metodologia GM vy el enfoque de datos atipicos de tipo aditivo (Gémez
et al. (1999)) para la estimacién de los valores faltantes. Sin embargo, el programa
TSW presenta una limitacién en el nimero maximo de datos de la serie de tiem-
po (600). Por tal motivo, Nieto & Ruiz (2002) proponen una metodologia para
estimar observaciones faltantes en series de tiempo de mayor longitud. En este
enfoque, la serie original se divide en k subseries de longitud inferior o igual a 600.
Luego, mediante el programa TSW se ajusta un modelo ARIMA a cada subserie
y finalmente, se elije el modelo que mayor frecuencia de ocurrencia presente en
el conjunto de los £ modelos estimados. Con este modelo se realiza la estimacion
final de los datos faltantes. Los autores concluyen que este enfoque es adecuado
en la estimacion de datos faltantes en series que siguen modelos ARIMA (p,d,q)
de bajo orden, es decir, p,g < 1y d < 2.

Este documento presenta una metodologia alternativa a la Metodologia GM,
para la estimacién de modelos ARIMA! en presencia de datos faltantes, utilizando
el enfoque Bayesiano. En este enfoque se utiliza el procedimiento de Kim & Nelson
(1999), para estimar el modelo de estados de Gomez & Maravall (1994) a través

del muestreador de Gibbs. Con este método se estiman, de manera conjunta,

1Se asumen conocidos los valores p, d y q del proceso ARIMA previo al proceso de estima-

cién.



los parametros del modelo ARIMA y los datos faltantes en la serie de tiempo.
En adicién, a diferencia de TSW, el programa R en el cual se implementa la
metodologia propuesta, no presenta limitacion respecto a la longitud de la serie.
La parte de pronostico del andlisis de series de tiempo no serd considerada en
éste trabajo.

El resto de este documento esta organizado de la siguiente manera. En el
Capitulo 2 se presenta un resumen de la representacion del modelo de espacio de
estados de Gomez & Maravall (1994) para modelos ARMA y ARIMA, incluyendo
las ecuaciones del filtro de Kalman, y el modelo de regresion lineal visto desde el
enfoque Bayesiano. En el Capitulo 3 se presenta la metodologia propuesta para la
estimacién conjunta de los pardmetros y datos faltantes de un modelo ARIMA.
En el Capitulo 4 se ilustra el desempeno de la metodologia propuesta, en varios
ejemplos simulados y con datos reales; ademds, se realiza una comparacion con
el enfoque frecuentista propuesto por Gémez & Maravall (1994). Finalmente, se

presentan las conclusiones.



Capitulo 2

Marco teorico

En las Secciones 2.1 y 2.2 se presenta un resumen de la Metodologia GM de
Goémez & Maravall (1994) siguiendo la notacién que ellos utilizan. En la Seccién
2.3 se incluyen algunos resultados para el anélisis del modelo lineal de regresion
desde el punto de vista Bayesiano y el muestreador de Gibbs siguiendo la notacion

empleada por Koop et al. (2007).

2.1. Procesos estacionarios ARMA

2.1.1. Calculo de la funcion de verosimilitud en términos

de los errores de prediccion un paso adelante

Sea {z(t)} un proceso estocastico ARMA dado por la expresién
#(B)z(t) =0(B)a(t), t=1,2,..,T, (2.1)

donde ¢(B) =1+ ¢ B+...+¢,B? y §(B) =1+ 60,B + ... + 6,B9 son operadores
polinomiales en el operador de rezago B, de érdenes p y ¢ respectivamente y
{a(t)} es una sucesién de variables independientes e idénticamente distribuidas
como una N(0,0?). El proceso se asume estacionario.

Los pardmetros en (2.1) se estiman a través del método de maxima verosimi-
litud. Para ello, suponga que se ha observado el proceso en los puntos temporales
t=1,2,...,Ty, por abuso de notacién, sean z = (2(1), 2(2), ..., 2(T")) las observa-
ciones. Asi, para hacer uso de la funcién de verosimilitud, L(z(1), 2(2), ..., 2(T")),

en términos de los errores de prediccién un paso adelante, e(t), la funcién de



2.1 Procesos estacionarios ARMA

densidad conjunta de las T variables es vista como el producto de T distribu-
ciones univariantes'. Entonces, se tiene que la funcién de verosimilitud para esta

muestra estd dada por

L(2(1), 2(2), ..., 2(T) D) [T L)t = 1), ... 2(1)), (2.2)

t=2

donde L(z(t)|z(t — 1), ..., 2(1)) es la distribucién condicional de z(t) sobre el con-
junto de informacién {z(t — 1),...,2(1)} parat = 2,...,7. Con

Bt — 1) = B(z(8)|2(t — 1), ..., 2(1)), (2.3)

la media condicional de cada distribucién L(z(t)|z(t — 1), ...,2(1)) v

o2 (tlt — 1) = var(z(t)|z(t — 1), ..., 2(1)) /o = E(2(t) — 2(t|t — 1))?/a®, (2.4)

su respectiva varianza condicional.

Adicionalmente, sean 2(1|0) = FE(z(1)) = 0y ¢(1|0) = (1/0*)var(z(1)). Enton-
ces, la funcién de verosimilitud (2.2) puede ser escrita como

—1/2
v () o (52
2.5)

Sea e(t) = (z(t) — 2(t|t — 1))/o(t|t — 1), para t = 1,2,....T y e =
(e(1),e(2),...,e(T))". Entonces el logaritmo de la funcién de verosimilitud sin

considerar constantes es

/

T
—|T xIn(c?) +In (H o (tt — 1)) + %
o
t=1

Nétese que o?(t|t — 1) y e(t) dependen de los pardmetros del modelo. Por

(2.6)

ende, la evaluacion de la funcién de verosimilitud se reduce a calcular en cada ¢
los e(t) y o?(t|t — 1).
Asumiendo conocidos los parametros libres del modelo, f*= (¢1,...,0,),

[(2(1),2(2), ..., 2(T)) serd maximizada con respecto a o2 en

1
6% = —ele. (2.7)

Wer Pena (2005).



2.1 Procesos estacionarios ARMA

Por lo tanto, si se concentra ¢ fuera de la funcién I(z(1), 2(2), ..., 2(T)), se

obtiene la funcién ["(z(1), 2(2), ..., 2(T")), la cual, sin tener en cuenta constantes,
es ['(2(1),2(2), ..., 2(T)) = —LTin(S), con

T 2/T
S = (Ha(tyt— 1)) ee. (2.8)

Asi, la estimacion maximo verosimil de los parametros del modelo minimiza
la funcién S, para la cual el método de Marquardt proporciona un procedimiento

robusto y confiable.!

2.1.2. Representacion de un proceso estacionario ARMA

en la forma de espacio de estados

Sea r=max(p, ¢ + 1), con ¢; = 0 para i > p. La representacion de espacio de
estados del proceso ARMA (p,q) esta dada por

a(t) = Fa(t—1)+ Ga(t), (2.9)
z(t) = Ha(t), (2.10)

donde «(t) = (2(t), z(t + 1|t), ..., z(t + 1 — 1|t))., es el vector de estado, G =
(1,91, s p1)hy, H=(1,0,...,0)4,

0 1 0 0
0 1 0

F= . . . e ,
0 0 0 e 1

_¢r _(brfl _¢r72 _¢1

y los 1; son los coeficientes de (B) = > i ¢;B' = %. Noétese que el vector de
estados «(t) contiene en su primera posicién a z(t) y en las restantes posiciones
sus (r — 1) predictores de 1 a (r — 1) periodos adelante, con respecto a la muestra
semi-infinita {z(s) : s < ¢}. A los pardmetros desconocidos en F,G y a o2 se les

llama hiperparametros del modelo.

Wer, por ejemplo Fletcher (1987), capitulo 5.



2.1 Procesos estacionarios ARMA

Sin perdida de generalidad se asume que 02 = 1, ya que o2 puede ser con-
centrado fuera de la funcién de verosimilitud. Una vez los parametros han sido
estimados, 6% puede ser obtenido utilizando la ecuacién (2.7).

Para estimar (predecir) éptimamente, en el sentido de minimo error cuadrado
medio (MECM), a a(t) con base en {z(1), ..., 2(t)}, t > 1, se utiliza un algoritmo
recurrente llamado el filtro de Kalman. Este estd dado por los siguientes pasos
(Harvey (1989)):

Paso 1. Seleccionar las denominadas condiciones iniciales «(0]0) = E(«(0)) =0
y 3(0]0) = var(«(0)), las cuales corresponden a los dos primeros momentos
de la distribucién marginal del vector inicial de estados «(0). Para ver los
detalles de su computo ver Kim & Nelson (1999), Capitulo 3.

Paso 2. Obtener los predictores un paso adelante de «(t) y sus matrices de
MECM, dada la informacién hasta t — 1, para todo t = 1,...,T. Estos son
a(tft—1) = Ela(t)[2(1), ... 2(t—1)] y S(tt—1) = El(a(t)—a(ti—1))(a(t)—
a(t|t —1))'] v estan dados por

a(tft—1) = Fa(t—1t —1), (2.11)
S(tt—-1) = FE(t—-1t—-1HF +Q, (2.12)
donde a(t|t) = Ela(t)|z(1), .., 2(t)], Z(t]t) = El(a(t) — a(t|t))(a(t) — a(tlt))]y

Q =’GG’' = GG/, (2.13)

Paso 3. Obtener el predictor de «(t) con base en {z(1),...,2(t)} y su matriz de

MECM, via las ecuaciones de actualizaciéon dadas por

a(tlt) = a(tlt—1) + K(t) [2(t) — Ha(t]t — 1)], (2.14)
S = I-KOH)S(Ht—1), (2.15)

para t = 1,2,...,T, donde K(t) = S(t|t — 1)H [H'S(t|t — 1)H] " es la matriz de
ganancia e I es la matriz identidad de orden (r x r). Si la matriz inversa presente

en K(t) no existe, entonces se hace uso de la inversa generalizada de Penrose.

'El programa TSW, donde esta implementada la Metodologia GM, presenta la estimacion

de o2 pero no su incertidumbre asociada.



2.1 Procesos estacionarios ARMA

Con los resultados de (2.11) y (2.12) se obtienen 2(t|t — 1) = H'a(t|t — 1) y
o?(t|t — 1) = H'X(t|t — 1)H, los cuales se utilizan en el cémputo de la funcién
de verosimilitud (2.6). Fundamentalmente, se induce un ciclo en el proceso de
maximizacién de la funcién de verosimilitud (2.6), dado por: (i) estimacién de los
hiperpardmetros del modelo, (ii) prediccion de los vectores de estado y regreso a

(i), hasta lograr convergencia en los hiperpardmetros.

2.1.3. Modelo ARMA con observaciones faltantes

Suponga que los valores observados son {z(t1), z(t2), ..., z(ta) }, para 1 <ty <
.. <ty <T.Con el fin de obtener la funcién de verosimilitud en términos de
los errores de prediccién un paso adelante, la ecuacién de observacién (2.10) es

reemplazada por?
2(t) = H (H)a(t) + X&) W(t), t=1,2,..,T, (2.16)

(1,0,...,0) y A(t) =0, siz(t) es observado,
(0,0,...,0) y A(t) =1, siz(t) es faltante

donde H' ()

y la variable W se distribuye N(0,1), la cual ademéds se supone independiente de
{z(t1), 2(t2), ..., z(tar) }. Asi, cuando z(t) es un dato faltante, las ecuaciones (2.14)
y (2.15) quedan reducidas a: a(t|t) = a(t|t — 1) y Z(t|t) = Z(t|t — 1), ya que la
matriz K(t) = 0, y tanto el residual e(¢) como el error estandar o(t|t — 1) para el
valor faltante son ignorados en el célculo de la funcién de verosimilitud (2.6)(ver
Brockwell & Davis (2002)).

La estimacién (prediccién) de los valores faltantes en la serie de tiempo
se realiza a través del predictor de «(t) dada toda la informacién observada
{z(t1), z(t2), ..., 2(tar) }, €l cual se denota por a(t|M). Su célculo, y el de su matriz
de MECM, X(t| M), se realizan a través del denominado suavizador de punto fijo
(SPF)(Ver Gémez & Maravall (1994)). Nétese que la primera componente de
a(t|M) es la estimacién del dato faltante en t y la componente (1,1) de X(t| M),
su MECM.

Wer Brockwell & Davis (2002), pagina 267.




2.2 Procesos no estacionarios ARIMA

2.2. Procesos no estacionarios ARIMA

En la préactica, algunas series de tiempo no provienen de procesos estaciona-
rios, como es el caso de muchas series econdmicas. Sin embargo, el proceso dife-
renciado resulta ser estacionario. En esta Seccién se analizan este tipo de procesos

en presencia de datos faltantes.

2.2.1. Calculo de la funcién de verosimilitud para un mo-
delo ARIMA en términos de los errores de predic-

cién un paso adelante

Sea {z(t)} un proceso no estacionario tal que la transformacién wu(t) =
d(B)z(t) es estacionaria, y sea {u(t)} que obedece un proceso ARMA como en
(2.1). Por consiguiente, {z(t)} sigue el modelo ARIMA

¢(B)o(B)z(t) = 6(B)a(t), (2.17)

donde §(B) = 1+ 6;B + ... + §4B¢ denota un polinomio en B con todas las
raices sobre el circulo unitario. Generalmente §(B) contiene diferencias regulares
y/o estacionales. Ademads, suponga que se ha observado el proceso en los puntos
temporales t = 1,2,....,T y sean z = (2(1),2(2),...,2(T))" la serie observada y
u=(u(d+1),u(d+2),...,u(T)) la serie observada en diferencias.

Teniendo en cuenta la no estacionaridad del proceso {z(t)}, el célculo de la
funcién de verosimilitud en términos de los errores de prediccion un paso ade-
lante, tal como se presenté en (2.2) no es valido debido a que la distribucién de
z(1) no esta especificada. Luego, se utilizan los siguientes supuestos para definir

correctamente la funcién de verosimilitud:

Supuesto A: Las variables {z(1),...,2(d)} son mutuamente independientes
de las variables {u(t)}, t > d.

Supuesto B: Las variables {z(1), ..., z(d)} siguen conjuntamente una distri-

bucién normal.

Al conjunto de variables {z(1),...,z(d)} se les llama condiciones iniciales del

proceso ARIMA y al periodo t = 1,...,d, el periodo inicial.



2.2 Procesos no estacionarios ARIMA

La funcién de verosimilitud de los modelos ARIMA es usualmente defini-
da como la verosimilitud de la serie diferenciada, L(u) (ver Box & Jenkins
(1976)). Gomez & Maravall (1994) presentan una expresién en términos de la
serie original, con la cual el FK puede ser utilizado para estimar directamente
los datos faltantes en el proceso original. Para ello, sean z; = (2(1), ..., 2(d)),
zit = (2(d+1),..,2(1)) vy Jrxr) = [, I, con J1 = [I4,0], donde I, la
matriz identidad de orden d y 0 una matriz de ceros de tamano d x (T — d), y
Jir = [A, E]. Acd, la matriz A puede ser obtenida recursivamente como se mues-
tra en Bell (1984). Especificamente, sean A;(j) =1sii=j=1,....,dy A;(j) =0
sii,j = 1,...,d con i # j. Las filas de los vectores A(t) = (A;(t),..., Aq(t)),
t=d+1,..,T, de la matriz A de tamano (T — d) x d pueden ser obtenidas de

la recursion
Al(t) = —(SlAi(t — 1) — . 5dAz(t — d), t> d, 1= 1, ,d

De otro lado, la matriz E corresponde a una matriz triangular inferior de tamano

(T'—d) x (T — d) dada por

1

- (5:1 ! ) , (2.18)

(1

§r—a1 - &1
cuyos coeficientes &;, siguiendo a Bell (1984), son obtenidos de las recursiones

min(d,i

)
§o=1& = Okiky @ > 1. (2.19)
k=1

Entonces, se tiene la transformacion

z = J[zy 0], (2.20)

BRFBIO .

Teniendo en cuenta la expresién (2.20), la matriz J(pyp) tiene determinante

la cual es equivalente a

igual a 1, y asumiendo los supuestos A y B, entonces la funcién de verosimilitud

10



2.2 Procesos no estacionarios ARIMA

L(z) de la serie observada z = [z, zi1]’ cumple que L(z) = L(z1, u) = L(z1)L(u).

Luego, bajo los supuestos A y B se tiene que

L(u) = L(ZII|ZI)- (222)

Por tanto, la funcién de verosimilitud L(u) es igual a la verosimilitud de zyy
condicional a zj, lo cual implica que la informacién contenida en los datos origi-
nales sobre los parametros del modelo es equivalente a la informacion contenida
en la serie en diferencias.

Asi, la funcién de verosimilitud (2.22) en términos de los errores de prediccion

un paso adelante, esta dada por

L(z(d+1),...,2(T)|z;) = HL 2(t—1),...,2(1)). (2.23)

t=d+1
Andlogo al caso estacionario (ver Subseccién 2.1.1), se consideran la media

condicional 2(t|t — 1) y la varianza condicional o?(t|t — 1), de las distribuciones
L(z(t)|z(t —1),...,2(1)) parat =d+2,....,T. Parat =d + 1,

2(d+1)d) = E(2(d+ 1)|z1) = A'(d + 1)z

o?(d+1|d) = E[(2(d+ 1) — 2(d + 1|d))?] Jo* = var(u(d + 1)) /o>

Entonces, los residuales utilizados en el célculo de la funcién de verosimilitud
(2.23), son e(t) = (2(t) — 2(t|t — 1))/o?(t|t — 1), parat =d +1,....T.

2.2.2. Representacion de un proceso no estacionario en la

forma de espacio de estados

Con el fin de hacer uso del FK utilizando la serie original (serie no diferen-
ciada) es necesario establecer un modelo de espacio de estados para el proceso
ARIMA. Dicho modelo es dado por las ecuaciones (2.9) y (2.10), con los coefi-
cientes ¢; y v¢; reemplazados por los coeficientes ¢} y 97, respectivamente, los
cuales son obtenidos de ¢*(B) = ¢(B)d(B) y ©*(B)¢*(B) = 0(B), con ¢ =
cuando i > p+d, y r = max(p+d,q+1).

Las condiciones iniciales del FK pueden ser obtenidas a partir de la expresién

zi1 = Az + Eu (ver ecuacién (2.21)). Si se considera la definicién del vector de

11



2.2 Procesos no estacionarios ARIMA

estados «a(t) dada en la Subseccién 2.1.2; se tiene que a(d + 1) = A,z; + E,.U,,
donde A, = [A(d+1),A(d+2),...,A(d+ )], con r la dimensién del vector de
estado, 2, es la submatriz de tamano (r x r) de E formada por sus primeras r
filas y r columnas, y U, = [u(d 4+ 1),u(d 4+ 2|d + 1), ...,u(d + r|d + 1)]'. Entonces

las condiciones iniciales del FK para el caso no estacionario estan dadas por
ald+1|d) = A.z, (2.24)
Y(d+1ld) = E,E(UU.)E/, (2.25)

donde E(U,U.) puede ser calculada a partir del proceso estacionario {u(t)}, el
cual sigue el modelo dado por (2.1). Un procedimiento alterno para el célculo

de la matriz de covarianza inicial del filtro es presentado en Durbin & Koopman
(2001)*.

2.2.3. Observaciones faltantes

En el caso de observaciones faltantes fuera del periodo inicial de datos, la Me-
todologia GM procede como en el caso estacionario, es decir, los valores faltantes
en la serie de tiempo pueden ser interpolados a través del suavizador de punto
fijo (SPF) como se muestra en Gémez & Maravall (1994).

2.2.3.1. Observaciones faltantes en el periodo de valores iniciales

En esta Subseccién se analiza el caso general cuando se presentan datos fal-
tantes en cualquier periodo de tiempo, incluyendo faltantes entre las primeras d

observaciones. Para ello, se considera de nuevo la expresion
711 — AZI + =u. (226)

Asi, sea v = Eu, entonces la verosimilitud L(v) coincide con la verosimilitud L(u),
yva que el determinante de Z es igual a 1. Teniendo en cuenta que v = z; — Azg,

el logaritmo de la funcién de verosimilitud sobre u es

1(0) = —5 [(T — Din(0?) + inje] + (ant — Aze) 0, (zr — Azr)fo”] . (2.27)

donde Var(v) = o*Q,, Q, = EQ.E, v Var(u) = 0?Q,. La ecuacién (2.27)
constituye una expresion de la funcién de log-verosimilitud de Box & Jenkins

(1976) en términos de la serie original.

LCapitulo 5, pagina 99.
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2.3 Método de Monte Carlo via Cadenas de Markov

Si hay observaciones faltantes y se cuenta con la serie observada z, =
(z(t1), 2(ta), .., 2(tm))'s 1 <ty < ... < tyy < T, cuyos valores estan localiza-
dos en periodos del tiempo desigualmente espaciados, z, es un subvector de la
serie completa z = [zr’, z1r’)’. Asi, Gémez & Maravall (1994) proceden de la si-
guiente manera: sean zg, = (2(t1), 2(t2), ..., 2(tx))’, k < d, y Zim los subvectores
de zy correspondientes a los valores observados y faltantes en zp, respectivamente,
y sea Zypo €l subvector de zy; formado con los valores observados en zy;. Entonces,
se tiene que

Z110 = AoZ1 + Vo = BoZio + CoZim + Vo, (2.28)

donde A, y v, son la submatriz y el subvector de A y v correspondientes a
los valores observados en la serie, y B, v C, son subvectores de A, tal que
Aoz1 = Bozio + Cozim. Utilizando las ecuaciones (2.22) y (2.28), se extiende
la funcién de log-verosimilitud (2.27) al caso de observaciones faltantes entre
los primeros d valores de la serie. Considerando la ecuacién (2.28), se define la
funcién de verosimilitud de la serie observada como la verosimilitud del modelo

de regresién de minimos cuadrados generalizados (MCQG),

Yo = CoZim + Vo, (2.29)

con Yo = Zi1o — BoZ1o. Asi, la funcion de log-verosimilitud cuando hay observa-
ciones faltantes es

1
iyo) = =5 (M = k)in(0?) + InlQu,| + (Yo = Coztm)' 2, (Yo — Cozim) /) ,
(2.30)
donde Var(v,) = 02Q,,. Luego, con el fin de evaluar la funcién de log-

verosimilitud e interpolar las observaciones faltantes, se utiliza el procedimiento
descrito en Gémez & Maravall (1994), en el cual, los pardmetros desconocidos
son 02, Zi, y los coeficientes (¢,0) = (¢1, ..., ¢p, 01, ..., b,).

2.3. Método de Monte Carlo via Cadenas de
Markov

En esta Seccién se presentan el algoritmo de muestreo de Gibbs (Casella
& George (1992)) y el modelo de regresién lineal desde el enfoque Bayesiano
(Koop et al. (2007)), los cuales seran empleados en el desarrollo de la metodologia

propuesta en la Seccion 3.
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2.3 Método de Monte Carlo via Cadenas de Markov

Los métodos de Monte Carlo via cadenas de Markov, denotados MCMC !, son
procedimientos usados para simular muestras de distribuciones de probabilidad
g(B), con B un vector multidimensional. Se basan en la generacién de una cadena
de Markov cuya distribucién de equilibrio es g(f). Luego de descartar un periodo
inicial de simulaciones, denominado periodo de calentamiento, el resto de las
simulaciones se utilizan para estimar algunas caracteristicas de g(/3) que sean de
interés. Dos métodos de simulacion MCMC son el algoritmo de muestreador de

Gibbs y el algoritmo de Metropolis-Hastings.

2.3.1. Muestreador de Gibbs

En este método se supone que el vector de parametros [ ha sido dividi-
do en k componentes, 5 = (fi,..., 0k), ¥y que las distribuciones condicionales

{m(Bil Bras1s - Bictt+1s Bit1ts s B, 2) © 4 = 1,...,k} son conocidas y faciles de

simular. El algoritmo se describe a continuacion:

» Entrada: Un valor inicial arbitrario o = (810,020, Bro0),

71—(/Bi|61,t—|—17 i} Bi—l,t—‘rh 6@'-{—1,757 cey ﬁk,t) paTra 1= ]-7 st k.

» Salida: {5;,t =1,2,..., N}, para algin N.

Especificamente, se genera i1 = (Br+1, S2441, - Orer1) para cada t =

0,1,..., N como sigue:

o Generar 51,t+1 ~ W(ﬁﬂﬁz,t, ey 5k,t)
e Generar 52,t+1 ~ 7T(52|51,t+1, 53,t7 e Bk,t)

o Generar i1 ~ T(Bk|Bre4182.4415 s Br—1.441)

Con lo cual se obtiene {f;,t =1,2,..., N}, para algin N.

Asi, bajo ciertas condiciones, la distribucién de 3;;, ¢ = 1,2, ...k, converge
a 7(f;) (la verdadera marginal de f3;) cuando t — oo. Luego, para un valor
suficientemente grande de ¢, la observacién final de 3;,, corresponde a un punto
muestral de 7(/3;)%. En la préctica, las distribuciones marginales de 31, 3s,..., Sk

pueden ser aproximadas por las distribuciones empiricas de N valores simulados

I'Markov Chain Monte Carlo.
ZVer Casella & George (1992).
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2.3 Método de Monte Carlo via Cadenas de Markov

(Brts Boty s Prt) (6t = L+ 1,...,L + N), donde L indica la iteracién final del
periodo de calentamiento o quemado. N puede ser escogido para dar suficiente

precision a la distribucion empirica.

2.3.2. Modelo de Regresién Lineal Bayesiano (MRL)

Siguiendo a Koop et al. (2007), en notacién matricial el modelo de regresién

lineal puede ser escrito como
y=Xp+a, (2.31)

donde y = [y(1),y(2),...,y(T)]" es un vector de tamano T,

es una matriz 7" X k, [ es el vector de pardmetros de tamano k£ x 1, y a =
[a(1),a(2),...a(T)]" es un vector de errores asumidos normales independientes e
idénticamente distribuidos con vector de medias cero y varianza comin o2. Esto
es, a ~ N(0p,0%I7), donde Iy corresponde a la matriz identidad de tamafio
(T xT).

Dentro del marco clésico, 5 y o2 son tratados como constantes desconocidas
a ser estimadas. Sin embargo, en el marco Bayesiano, los parametros del mo-
delo, ¢ = (8 ¢?), son considerados como variables aleatorias que poseen una

distribucién de probabilidad. Por tanto, se emplean las distribuciones a priori
B~ Ne(B,V)yo®~IG(v,b),

con 3, V, vy b dados, y IG(-,-) denota la densidad inversa gamma. Por otro

lado, la funcién de verosimilitud del modelo de regresién lineal es

L(y|B.0%) = (20)T(0?) TP eap (—i@ _XBY(y - Xﬁ)) @)

202

con y y X definidos anteriormente. Asi, utilizando el teorema de Bayes se sigue

que

p(B.0°ly) o< L(y|8, 0*)eap (=3(8 = BYV"1(8 = B)) (o) Hleap (— 5tz ).
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2.3 Método de Monte Carlo via Cadenas de Markov

Por lo tanto, para implementar el muestreador de Gibbs es necesario deter-

minar primero las distribuciones condicionales completas de los parametros del

modelo. Estas son!:

Blo,y ~ Np(B,V), (2.33)
con
B=(02X'X+V ) (672 Xy + V15 (2.34)
y
V=(c2X'X+V ). (2.35)

¥ p(0|B,y) ~ (0?) 1T e (— 3 [0 4 Hy — XBY(y — XB)]) . Asi, nsan-
do la parametrizacién descrita en Koop et al. (2007) (Teorema 2 del Apéndice,

pagina 336.), se tiene que

%8,y ~ IG(7,b), (2.36)
donde
p= 1t (2.37)
Y -1
b= (b4 - XB - XB)| (239)

En la implementacién del muestreador de Gibbs se especifica un valor inicial
para 2 y luego se toma una muestra de la distribucién (8|02, y) usando (2.33).
Dada una muestra de esta distribucién condicional, notado 5*, con (2.36) se cal-
cula un nuevo valor para ¢ de la distribucién (2|8 = *,y). Este procedimiento
se repite NV veces con el fin de garantizar la convergencia de las cadenas de Markov

subyacentes.

Ver demostracién del resultado en Koop et al. (2007).
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Capitulo 3

Metodologia propuesta

considerando el muestreador de
Gibbs

Como se mencion6 en el Capitulo anterior, para realizar inferencias con base
en el modelo ARIMA dentro del enfoque de estadistica clasica y en presencia
de datos faltantes, se hace uso de la estimaciéon méximo verosimil (MV). Una
desventaja del enfoque clasico es que las inferencias respecto al vector de los
estados ar = [a(d+1),a(d+2),...,a(T)] estdn condicionadas a las estimaciones
de los hiperpardametros del modelo.

Por otro lado, en el enfoque Bayesiano los hiperparametros del modelo y ar
son tratados como elementos aleatorios. Luego, la inferencia sobre ar es basada
en la distribuciéon conjunta de ag y los hiperparametros del modelo dados los
datos. Adicionalmente, las caracteristicas de condicionamiento del muestreo de
Gibbs, asi como recientes avances en la literatura (Carter & Kohn (1994), De Jong
& Shephard (1995) y Kim & Nelson (1999) por ejemplo) hacen que la inferencia
Bayesiana en el modelo de espacio de estados sea implementada en forma clara.

Siguiendo a Kim & Nelson (1999) se hace uso del muestreo de Gibbs de multi-
ple movimiento, en el cual se extraen muestras de la distribuciéon conjunta a pos-
teriori del vector de estados y los hiperpardmetros notada por p (ar,(|z). Esta
metodologia tiene dos etapas que se iteran asi: (i) condicional a los hiperparame-
tros y los datos observados se genera ar mediante p (ar|¢, z) (Seccién 3.1 abajo),

y (ii) condicional a ar y los datos observados, generar los hiperpardmetros a
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3.1 Estimacion de datos faltantes fuera del periodo de valores iniciales

partir de p (¢|ar,z) (Seccién 3.2 abajo).
Adicionalmente, en la Seccion 3.3 se trabaja el caso donde se presentan datos
faltantes entre los valores iniciales de la serie de tiempo, lo cual se lleva a cabo

agregando una etapa a la metodologia descrita en el parrafo anterior.

3.1. Estimacién de datos faltantes fuera del pe-

riodo de valores iniciales

En el Capitulo anterior se trabajo el modelo ARIMA sin considerar el intercep-
to ¢, en adelante se tendra en cuenta éste término como un parametro adicional
a ser estimado en el vector de parametros § = (¢, ¢1, ..., ¢p, 01, ...,0,)", dado que
en la metodologia GM no se muestra de forma explicita su estimacion y que en
adicién éste se presenta en muchos de los modelos ajustados en la practica, ya
que induce tendencias de tipo deterministico en la serie de tiempo.

En esta Seccion se presenta la metodologia para estimar los hiperparametros
del modelo, dados por ¢ = (3,02)" con 8 = (¢, ¢1, ..., by, 01, ...,0,) y las obser-
vaciones faltantes. Inicialmente, se considera el problema de estimar los datos
faltantes asumiendo que los hiperparametros del modelo son conocidos.

Sea {z(t1), z(t2), ..., z(ta) }, con 1 < ¢ < ... <ty < T, una realizacién del
proceso estocastico ARIMA {z(¢)}. Teniendo en cuenta la inclusién del intercepto
en el modelo ARIMA, la ecuacion de estado del modelo de espacio de estados dado

por las expresiones (2.9) y (2.16) es modificada asi:
a(t) = p+Fa(t—1)+ Ga(t), (3.1)

parat =d+1,d+2,...,T, donde 11 = (c,0,...,0)" es un vector de tamano r x 1. Por
ahora se asume que no se presentan valores faltantes entre los primeros d datos
de la serie, es decir, en zy (Ver Subseccién 2.2.1 para la notacién empleada).

Siguiendo a Carter & Kohn (1994) y Kim & Nelson (1999), el modelo de
estados dado por las ecuaciones (2.16) y (3.1) puede ser ajustado por medio
del muestreador de Gibbs. Entonces, usando este enfoque, el objetivo es obtener
una muestra de la distribucién condicional conjunta p(zm|(, zo), donde zpy, y
Z, representan el vector de datos faltantes y observados de la serie de tiempo
z = [z1/, z11'], respectivamente.

Para llevar a cabo lo descrito antes, se generan muestras de la distribucion a
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3.1 Estimacion de datos faltantes fuera del periodo de valores iniciales

posteriori de ap dados los hiperpardametros del modelo ARIMA y los datos z, la

cual estda dada por

p(@rlC.2) = p(a(DI¢.z) [ pla@alt+1).¢.2), (3.2)

t=d+1

donde z; = [z(d+1), 2(d+2), ..., (). Asi, para generar ar a partir de p (ar|C, z),
se genera a(T") desde p (a(T)|(,z) y entonces, paracadat =T —1,T7—-2,...,d+1,
se genera «(t) a partir de p («a(t)|a(t + 1),(,2;). Como el modelo de espacio de

estados es lineal y Gaussiano, de acuerdo con Carter & Kohn (1994) se tiene que

a(T)[¢,z ~ N (a(T|T), X(T|T)), (3.3)

a®)|¢,z,a(t+1) ~ N (a(tlt+1),35(tt+1)),t=T—-1,T—2,..,d+1, (3.4)
donde

a(tt+1) = Elat)|, z,a(t+1)], (3.5)

B(tt+1) = El(alt)—a(tlt+1))(a(t) — atlt + 1))]. (3.6)

A partir del filtro de Kalman descrito en las Subsecciones 2.1.2 y 2.2.2 se obtienen
a(T|T) y 3(T|T). Para obtener a(t|t+1) y %(t|t+ 1), siguiendo a Kim & Nelson
(1999), se consideran las siguientes expresiones en términos de las matrices de la

representacion de espacio de estados:

a(tlt+1) = a(tlt) + SEHOF [FEEOF + Q) ' ot + 1) — i — Fa(t|t)] (3.7)

N(tt+1) = S(tt) — DEOF [FE(E)F + Q] FX(¢t). (3.8)

Al observar la definicién de la matriz Q dada en la expresién (2.13), se tiene
que rango(Q) = 1 (ver apéndice A). Kim & Nelson (1999)! presentan una modi-
ficacion a las ecuaciones (3.7) y (3.8) para simular el vector de estados cuando Q
es singular. En este trabajo se utiliza esta modificacién.

En sintesis, para obtener muestras de la distribucién p (ar|¢, z), se siguen las

siguientes fases:

1. Completar provisionalmente los datos faltantes en z para asi poder correr

la primera iteracion del muestreador de Gibbs. Se propone interpolar los

LCap.8, p196.
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3.1 Estimacion de datos faltantes fuera del periodo de valores iniciales

valores faltantes a través de segmentos de rectas que unan los datos de los
vecinos més cercanos’. Estos valores de datos faltantes iniciales no tienen

impacto sobre los estimados finales.
2. Calcular a(t]t) y X(t|t) para t = d+1,d + 2, ..., T mediante el FK?.

3. Dados a(t|t) y X(t|t) de la fase anterior, para t = T se genera «(7") mediante
(3.3), para los restantes t =T — 1,7 — 2,...,d + 1 se calculan «(t[t + 1) y
3(t|t+1), con las ecuaciones (3.7) y (3.8). Luego, basado en (3.4) se genera
aft) paracadat =T — 1,7 —2,...,d+ 1.

4. La densidad marginal conjunta requerida p(zim|(, Zo) puede ser obtenida a
partir p (ar|(,z) = p(a(d+ 1), a(d+2), ...,a(T)|(, z). Més precisamente,

se obtiene de ésta una muestra de tamano NV, la cual es denotada por (&(Tl ),

&§?>,..., &(TN) ), ¥y sea t un punto en el intervalo [d + 1,7] en el cual hay
un dato faltante. Entonces, marginalizando p(a(t)’'|(,z) de p(ar|¢,z), se
obtiene a su vez la distribucién a posteriori marginal del dato faltante, ya
que z(t) es el primer componente de «(t). La idea es que en el tiempo ¢,
donde se presenta un valor faltante, se considera la muestra de «(t) y se

toma el primer componente del mismo como una muestra de la distribucion

de z(t).

Con la muestra generada para un dato faltante, se obtiene su estimacién via

el promedio aritmético y ademéds se obtiene su intervalo de credibilidad.

'En Gémez & Maravall (1994) se propone este tipo de interpolacién para el caso de valores

faltantes en zp.
2Para correr el FK se toman como condiciones iniciales las propuestas por Gémez & Ma-

ravall (1994), ecuaciones (2.24) y (2.25), donde el cdlculo de la matriz de covarianza inicial se
realiza segiin Durbin & Koopman (2001), Cap. 5.
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3.2 Estimacion de los parametros del modelo

3.2. Estimacion de los parametros del modelo

Teniendo en cuenta la Secciéon anterior, se asume en esta Seccién que no
hay datos faltantes' y se quiere generar muestras de la distribucién marginal a
posteriori de los pardmetros ¢ = (3,02, esto es p (¢|ar, z).

En la Subsecciéon 2.2.1 se observa la equivalencia de trabajar con la funcion
de verosimilitud de la serie en diferencias y la serie en niveles. Por tanto, en la
generacién de las muestras para los parametros del modelo ARIMA se trabaja
con la serie en diferencias u = A% = (u(d + 1), u(d + 2), ..., u(T))".

Sea {u(t)} un proceso estocdstico ARMA como en la ecuacién (2.1), esto es
u(t) =c—pru(t—1)— ... — gpu(t —p) +bra(t — 1)+ ... + b,a(t — q) +a(t), (3.9)

donde el proceso de ruido {a(t)} ~a N(0,0?). De la expresién anterior se observa
que para la estimacién de ¢, haciendo uso del modelo de regresion lineal (MRL)
Bayesiano, se requiere de a(t —1),...,a(t — q) que no son observadas. Una solucién
a este inconveniente se tiene a través del algoritmo de Hannan & Rissanen (1982).
La idea principal de este algoritmo es reemplazar los a(t — 1),...,a(t — q) con sus
valores estimados a(t—1),...,a(t—q). El algoritmo adaptado a este contexto consta

de los dos siguientes pasos:

Paso 1. Obtener una estimacién inicial de los residuos del modelo ajustando un
modelo autorregresivo de orden k = max(p, q). Sean 7; los coeficientes auto-
rregresivos estimados por MCO, entonces los residuos se calculan mediante

la expresiéon
k
at) =u(t) — 7o+ » mut—i), t=k+1,.T (3.10)
=1

Paso 2. Con los residuos estimados en el paso anterior, se ajusta el modelo
u(t) = c—pru(t—1)—...— g u(t—p)+bia(t—1)+...40,a(t—q)+a(t), (3.11)
via el enfoque MRL Bayesiano.

La idea es que en cada iteracién del muestreador de Gibbs se calculan nuevos
residuos a(t) y se repite la estimacién de (3.11) mediante el MRL Bayesiano que

se muestra a continuacion.

'Es decir, se asumen conocidos el vector de estado y los datos observados.
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3.2 Estimacion de los parametros del modelo

Siguiendo la notacién de la Subseccion 2.3.2, se tiene que la matriz de diseno

X viene dada por

1 u(k) ulk—1) - uk—-p+1) a(k) alk—-1) - ak—q+1)
X=1: : : ; ; ; ;
1 w(T-1) wT-2) --- u(T — p) a(f-1) a(T-2) --- a(T —q)

Asi, el modelo (3.11) se puede escribir en forma matricial como
u=Xg+a. (3.12)

Utilizando los resultados de la Subseccion 2.3.2, se tiene que dadas las distribu-
ciones a priori independientes para § ~ Ny q41(5,V) y 0% ~ IG(v,b), con 3, V,

v y b conocidos, las distribuciones condicionales para 3 y o2 estan dadas por
6|027aT7u ~ Nerqul(Ba V)? (313)

0?8, ar,u ~ IG(7,b), (3.14)
donde 3, V, 7 y b son dadas por las ecuaciones (2.34) a (2.38).

Estimacion conjunta de datos faltantes y pardametros del
modelo

Usando los resultados de las Secciones (3.1) y (3.2), la estimacién conjunta de
los datos faltantes en [d + 1,7 y los pardmetros del modelo, se realiza a través

de las siguientes etapas:

Etapa 1. Completar provisionalmente los datos faltantes en z como se indic6 en

la Seccidn 3.1 (ver pagina 19).

Etapa 2. Condicional a la serie interpolada, generar una muestra de los parame-
tros By 02 a través de las distribuciones (3.13) y (3.14) siguiendo el proce-
dimiento visto en la Seccion 3.2.

Etapa 3. Condicional a la muestra generada de 3 y o2, se genera una muestra
de los datos faltantes usando el procedimiento descrito en la Seccién 3.1 y

se repite la Etapa 2.

El procedimiento recurrente termina cuando las estimaciones de las observa-

ciones faltantes y los parametros del modelo sean nimericamente estables.

22



3.3 Estimacion de datos faltantes en el periodo de valores iniciales

3.3. Estimacion de datos faltantes en el periodo

de valores iniciales

En las dos secciones anteriores se considero la estimaciéon conjunta de pardme-
tros del modelo y valores faltantes en el periodo [d + 1,T]. Un caso més general
considera adicionalmente, observaciones faltantes entre los primeros d datos de la
serie de tiempo. Teniendo en cuenta la Subseccion 2.2.3.1, se propone lo siguiente:

Dada la estructura de la matriz triangular inferior Er_g)xr—q), ecuacion
(2.18), se observa que todos los elementos de su diagonal son diferentes de cero,
por tanto existe su inversa, E(_Tl_ )% (T—d)" En adicion, considerando que v = Eu,

la expresién (2.29) puede ser reescrita como

-1

(1l

Yo = B 'CoZim + U,, (3.15)

donde y, = 7110 — BoZ1o V U, €8 la serie observada en diferencias que proviene
de un proceso ARMA. Sean y* = E-ly, y X* = E71C,, la ecuacién (3.15) es
escrita como

v = X" Zim + U,. (3.16)

La expresién (3.16) representa un modelo de regresién con errores ARMA.

A partir de este modelo la t-ésima componente del vector y* esta dada por:

y*(t) = 2*(t)2Z1m + uo(t), donde x*(t) corresponde a la t-ésima fila de la matriz

X* =E71C,, con E7! y C, definidas en la Subseccién 2.2.3.1, y u,(t) es dada

por la ecuacién (3.11) con t > d + 1. Asi la expresién (3.16) se puede reescribir
como!

Yy (t) = 2™ (t)zmm + ao(t), (3.17)

con y**(t) = y*(t) —c+ oy (t—1)+...+dpy* (t—p) — (6ra(t — 1) + ... + 0,a(t — q))
y r*(t) = x*(t) + pra*(t — 1) + ... + o™ (t — p) — (bra(t — 1) + ... + 6,a(t — q)).
Por lo tanto, el modelo (3.17) es estimado via el MRL Bayesiano considerado
en la Subseccién 2.3.2, donde el interés radica en estimar el vector zp,. Asi las
cosas, se generan muestras de la distribucién a posteriori de zpy, usando (2.33).
El procedimiento recurrente dado la Seccién anterior (ver pagina 22), se amplia
para tener en cuenta la estimacion conjunta de los datos faltantes en toda la serie

[1,7T] y los pardmetros del modelo. Ahora, este es el siguiente:

Para més detalles ver Koop et al. (2007).
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3.3 Estimacion de datos faltantes en el periodo de valores iniciales

Etapa 1. Completar provisionalmente los datos faltantes en todo z a través de
segmentos de rectas que unan los datos de los vecinos mas cercanos, para

asi poder correr la primera iteracion del muestreador de Gibbs.

Etapa 2. Condicional a la serie interpolada, generar una muestra de los parame-
tros Sy 02 a través de las distribuciones (3.13) y (3.14) siguiendo el proce-

dimiento visto en la Seccion 3.2.

Etapa 3. Condicional a la muestra generada de 3 y o2, se genera una muestra

de los datos faltantes asi:

a. Generar una muestra de los datos faltantes para t > d + 1 usando el
procedimiento descrito en la Secciéon 3.1.

b. Generar una muestra de los datos faltantes en el periodo (1, d] usando

el procedimiento descrito en la Seccién 3.3.

Y se repite la Etapa 2.

El procedimiento recurrente termina cuando las estimaciones de las observa-
ciones faltantes y los pardmetros del modelo sean ntimericamente estables. Las
estimaciones finales de los datos faltantes y los pardametros se realizan via el pro-

medio aritmético de las correspondientes muestras.
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Capitulo 4

Resultados

4.1. Ejercicios de simulacion

En esta Seccién se presentan tres ejercicios de simulacion para ilustrar el
desempeno de la metodologia propuesta. Adicionalmente, se comparan los resul-
tados obtenidos con la Metodologia GM. La metodologia propuesta esté codificada
en el programa estadistico R.

Con el fin de determinar el efecto de la correlaciéon a priori entre los pardme-
tros del modelo ARIMA sobre las estimaciones finales considerando el método
Bayesiano se realiz6 la estimacion utilizando dos supuestos. En primer lugar, se
asumié independencia a priori entre los parametros, por lo cual la matriz de
covarianza es una matriz identidad. En segundo lugar, se permitié una matriz
mas flexible considerando la matriz de covarianza calculada a partir de las ca-
denas obtenidas anteriormente. Los resultados en las estimaciones finales de los
parametros son similares en ambos escenarios, presentandose convergencia a un

valor estable.

4.1.1. Ejercicio 1: Proceso ARMA(2,1)

Se simula la serie {z(t)} de 100 observaciones a partir del modelo
z(t) = 0.80z(t — 1) — 0.492(t — 2) + 0.46a(t — 1) + a(t), (4.1)

donde a(t) ~; ;.4 N(0,2). Nétese que el proceso {z(t)} es estacionario e invertible.
Para este caso se remueven cuatro puntos de la serie en los tiempos t = 20, 32, 48

y 84, los cuales seran considerados como faltantes. Se ejecuta el muestreador de
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4.1 Ejercicios de simulacion

Gibbs con 2000 iteraciones, luego de un periodo de calentamiento de 1000 itera-
ciones. En la Figura B.1 del apéndice B se observa que las funciones de autocorre-
lacién (ACF) de las cadenas simuladas para los pardmetros decaen rapidamente.
Asi mismo, en la Figura B.2 se presentan las cadenas de Markov sin considerar
el periodo de calentamiento para cada uno de los parametros, observandose que
todas fluctuan alrededor de un valor estable.

Cuadro 4.1: Estimacién de los pardmetros del modelo en el Ejercicio 1.

MB GM
Simulado Estimado IC 95% Estimado EE
b1 0.80 0.74 (0.49, 0.94) 0.70 0.09
P9 -0.49 -0.57 (-0.74, -0.38) -0.55 0.09
01 0.46 0.47 (0.15, 0.79) 0.57 0.09
o2 2.00 2.15 (1.61, 2.88) 204  nd

*n.d: No disponible.

En el Cuadro 4.1 se presentan para la metodologia Bayesiana (MB) las esti-
maciones puntuales e intervalos de credibilidad (denotados “IC”) al 95 %, de los
parametros del modelo simulado, junto con las estimaciones y errores estandar
(denotados “EE”) de los pardametros segun la Metodologia GM. Se observa que
las estimaciones obtenidas por la M B son similares a los verdaderos parametros y
que los IC los incluyen. Al comparar con las estimaciones de la metodologia GM,
estas son similares entre si. Se observa que dado que el pardmetro o2 es concen-
trado fuera de la funcién de verosimilitud en la Metodologia GM (Ver Subseccién
2.1.1), su estimacién no presenta una medida de incertidumbre asociada, lo cual
si se obtiene con la metodologia propuesta.

Con el fin de asegurar la estacionaridad de la cadena de Markov inducida por el
muestreador de Gibbs para cada parametro del modelo, Geweke (1992) propone
un diagnoéstico de convergencia basado en una prueba de igualdad de medias
entre la primera y tltima parte de la cadenal. Si las muestras son extraidas de la
distribucién estacionaria de la cadena, las medias son iguales y el estadistico de

Geweke tendera asintéticamente a una distribucién normal estandar.

'En todos los casos se utiliza para la primera parte el 10% inicial de la cadena y para la
segunda muestra el 50 % de la parte final de la cadena. La funcién se encuentra en el paquete
coda de R.
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4.1 Ejercicios de simulacion

Cuadro 4.2: Diagnostico de Geweke para el Ejercicio 1.

Pardametro ¢, 103y 01 o2
p-valor 0.95 0.11 0.07 0.76

En el Cuadro 4.2 se presentan los p-valores asociados al estadistico z de Ge-
weke para cada pardmetro del modelo. A un nivel de significancia del 5%, no se
rechaza la hipétesis nula de igualdad de medias, por tanto, las cadenas evidencian
convergencia a un valor estable.

La estimacion puntual e intervalos de credibilidad al 95 % de los datos faltantes
para la MB se muestran en el Cuadro 4.3, junto con las estimaciones y raiz
del error cuadrético medio (denotados “RECM”) segin la Metodologia GM. Se
observa un buen desempeno general de la MB dado que todos los IC incluyen los
verdaderos valores observados considerados como faltantes. Al comparar entre las
dos metodologias, las diferencias mas grandes en la estimacién se presentan en los
periodos 20 y 84, para los otros tiempos estos valores estimados fueron cercanos.

En este Ejercicio de simulacién se observa que el desempeno de las dos me-
todologias estudiadas es similar no solo en la estimacion de los pardametros del
modelo, sino también en las estimaciones de los valores faltantes en la serie de

tiempo.

Cuadro 4.3: Estimacién de los datos faltantes en el Ejercicio 1.

MB GM
Tiempo Observado Estimado 1C Estimado RECM
20 1.82 1.44 (-0.34, 3.25) 2.23 0.64
32 2.28 1.19 (-0.66, 3.06) 1.43 0.64
48 -0.90 -1.68 (-3.58, 0.21) -1.64 0.64
84 -2.25 -2.88 (-4.74, -0.95) -2.08 0.64

En la Figura B.3 del apéndice B se presentan las cadenas de Markov genera-
das luego de un periodo de calentamiento para cada punto del tiempo donde se
considera un valor faltante, se observa que todas fluctuan alrededor de un valor
estable.

En orden de verificar el ajuste del modelo estimado por la metodologia pro-
puesta, se presentan las graficas CUSUM y CUSUMSQ de los residuales estan-
darizados, donde las bandas de confianza estan al 95 %. Las gréficas se muestran
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4.1 Ejercicios de simulacion

en la Figura 4.1, donde se aprecia un ajuste adecuado del modelo. Esto es, las
funciones CUSUM y CUSUMQ estan dentro de los limites de tolerancia.

%

ool
chbkmno

Figura 4.1: Graficas CUSUM y CUSUMSQ de los residuales estandarizados del

modelo estimado en el Ejercicio 1.

4.1.2. Ejercicio 2: Proceso ARIMA(1,1,1)

Se simula la serie {z(t)} de 200 observaciones a partir del modelo con inter-
cepto
(1—0.65L)(1 — L)2(t) = —0.10 + (1 + 0.46L)a(t), (4.2)

con a(t) ~;;q N(0,1). Acd d = 1. Para este ejercicio se remueven seis puntos de
la serie de tiempo para t > 2, los cuales seran considerados como faltantes. Estos
datos faltantes se tienen en ¢t = 7,10, 100, 120, 150 y 170. Se ejecuta el muestreador
de Gibbs con 1000 iteraciones después de un periodo de calentamiento de 500
iteraciones.

En el Cuadro 4.4 se presentan las estimaciones puntuales e IC al 95% de
los pardametros del modelo simulado, obtenidos con la metodologia Bayesiana
(MB), junto con las estimaciones y errores estandar de los pardmetros segin
la Metodologia GM. Se observa que las estimaciones obtenidas por la MB son
similares a los verdaderos pardmetros y que adicionalmente todos los intervalos de
credibilidad los incluyen. Las estimaciones son similares a las de la Metodologia
GM excepto para el coeficiente de media mévil 6y, en el cual la Metodologia GM

se aleja mas del valor real que la metodologia propuesta.
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Cuadro 4.4: Estimaciéon de los pardmetros del modelo en el Ejercicio 2.

MB GM
Simulado Estimado IC 95 % Estimado EE
c -0.10 -0.08 (-0.23, 0.07) -0.09 n.d*
o1 0.65 0.61 (0.49, 0.71) 0.58 0.06
01 0.46 0.55 (0.36, 0.74) 0.64 0.06
o2 1.00 1.04  (0.84, 1.27) 097  n.d*

*n.d: No disponible.

En adicién, en el Cuadro 4.4 se observa que para la estimacion del intercepto
¢ segun la Metodologia GM no se tiene una medida de incertidumbre asociada.
Esto se debe a que el programa TSW estima el valor de la media p del proceso
en primera diferencia, por tal razén esta estimacién se calcula a partir de ¢ =

f(1 — ¢1), con lo cual no es sencillo obtener su error estdndar.

Cuadro 4.5: Diagnéstico de Geweke para el Ejercicio 2.

Pardmetro c o1 01 o?

p-valor 0.67 049 0.18 0.60

Al igual que en el Ejercicio 1, se hace uso del estadistico z de Geweke para
determinar la estacionaridad de las cadenas de Markov generadas para cada uno
de los parametros del modelo. En el Cuadro 4.5 se observa que a un nivel de
significancia del 5%, las cadenas presentan convergencia a un valor estable, es
decir, hay estacionaridad. En la Figura B.4, Apéndice B, se observa que las ACF
de las cadenas simuladas, para todos los parametros del modelo, decaen rapida-
mente. Del mismo modo, en la Figura B.5 se presentan las cadenas de Markov
sin considerar el periodo de calentamiento para cada uno de los parametros, se
puede observar que todas fluctuan alrededor de un valor estable.

La estimacion puntual e intervalos de credibilidad al 95 % de los datos faltantes
son presentados en el Cuadro 4.6. Se observa un desempeno general satisfactorio
para la MB propuesta, dado que los verdaderos datos observados estan dentro
de los IC. En general, para este ejercicio, se observan desempenos similares de
las dos metodologias estudiadas en cuanto a la estimacion puntual, no solo de
los parametros del modelo, sino también de los valores faltantes en la serie de

tiempo.
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Cuadro 4.6: Estimacion de los datos faltantes en el Ejercicio 2.

MB GM
Tiempo Observado FEstimado 1C Estimado RECM

7 -133.79 -133.61  (-134.55, -132.69) -133.90 0.30
10 -128.89 -128.60 (-129.48, -127.68) -128.60 0.30
100 -145.54 -145.29  (-146.11, -144.38) -145.00 0.28
120 -167.76 -167.98  (-168.86, -167.07) -167.80 0.28
150 -154.91 -155.34  (-156.17, -154.44) -155.30 0.28
170 -153.74 -153.86  (-154.72, -152.97) -154.10 0.28

En la Figura B.6 del apéndice B se muestran las cadenas de Markov generadas
luego de un periodo de calentamiento para cada valor considerado como faltante,
se aprecia que todas ellas fluctuan alrededor de un valor estable.

En orden de verificar el ajuste del modelo estimado por la metodologia pro-
puesta, se presentan las graficas CUSUM y CUSUMSQ de los residuales estan-
darizados, donde las bandas de confianza estdan al 95%. Se observa un ajuste

adecuado del modelo (Ver Figura 4.2).
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Figura 4.2: Graficas CUSUM y CUSUMSQ de los residuales estandarizados del

modelo estimado en el Ejercicio 2.
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4.1.3. Ejercicio 3: Proceso SARIMA(1,0,0)x(0,1,0),4

Se simula la serie {z(t)} de 104 observaciones a partir del modelo estacional

trimestral
(1 —0.55L)(1 — L*)2(t) = 0.16 + a(t), (4.3)

con a(t) ~;;q N(0,1). Se propone este Ejercicio para observar el desempeno de
la metodologia propuesta en el caso de series de tiempo estacionales con datos
faltantes en el periodo de valores iniciales. Para este caso se remueven cinco
valores de la serie de tiempo, los cuales seran considerados como faltantes. Estos
datos faltantes se distribuyen asi: un faltante entre los primeros d = 4 datos, en
el tiempo t = 2, y los restantes cuatro en ¢t = 10, 25, 58 y 80. Para el muestreador
de Gibbs se utilizan 4000 iteraciones, después de un periodo de calentamiento de
2000 iteraciones.

Las estimaciones puntuales e IC al 95 % de los pardmetros del modelo simulado
usando la MB son presentados en el Cuadro 4.7, junto con las estimaciones y
errores estandar de los pardmetros segin la Metodologia GM. Se observa que las
estimaciones obtenidas con la MB son similares a los verdaderos parametros y
que todos los IC los incluyen. Al comparar con las estimaciones de la Metodologia
GM, estas nuevamente son similares entre si, excepto para la varianza o2 la cual,

en este método, se aleja mas del valor real simulado.

Cuadro 4.7: Estimacién de los pardametros del modelo en el Ejercicio 3.

MB GM
Simulado Estimado IC 95 % Estimado EE
c 0.16 0.16 (-0.03, 0.35) 0.15 n.d*
o1 0.55 0.47 (0.27, 0.66) 0.49 0.09
o? 1.00 0.93 (0.68, 1.28) 0.84 n.d*

*n.d: No disponible.

Analogo a los Ejercicios 1 y 2, se hace uso del estadistico z de Geweke. En
el Cuadro 4.8 se aprecia que a un nivel de significancia del 5%, las cadenas
evidencian convergencia a un valor estable. En la Figura B.7, Apéndice B, se
aprecia que las funciones de autocorrelacién de las cadenas simuladas, para todos
los parametros del modelo, decaen rapidamente. En adicion, en la Figura B.8 se

presentan las cadenas de Markov sin considerar el periodo de calentamiento para
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cada uno de los parametros, se observa que todas las cadenas fluctuan alrededor

de un valor estable.

Cuadro 4.8: Diagnéstico de Geweke para el Ejercicio 3.

Parametro c o1 o?

p-valor 0.06 0.82 0.07

En el Cuadro 4.9 se presentan la estimacién puntual e IC al 95% de las
observaciones faltantes. Se observa un desempeno general satisfactorio para la
MB, en el sentido que todos los datos observados considerados como faltantes
estan dentro del IC. Adicionalmente, al comparar las dos metodologias, se observa
que para el dato faltante en el tiempo ¢t = 2 la Metodologia GM presenta una

mayor diferencia respecto al verdadero valor observado.

Cuadro 4.9: Estimacién de los datos faltantes en el Ejercicio 3.

MB GM
Tiempo Observado Estimado 1C Estimado RECM
2 -0.92 -0.81 (-3.02, 0.61) -2.02 0.82
10 -0.12 -1.23 (-3.01, 0.47) -1.14 1.08
25 1.30 0.83 (-0.91, 2.52) 0.82 5.13
58 0.61 0.82 (-0.93, 2.44) 0.48 11.10
80 1.71 0.85 (-0.91, 2.66) 1.19 16.15

Para este Ejercicio simulado se observan desempenos similares de las dos me-
todologias estudiadas en cuanto a la estimacién puntual de los parametros del
modelo. Sin embargo, para las estimaciones puntuales de los datos faltantes en
los tiempos 25,58 y 80, la Metodologia GM presenta grandes RECM teniendo en
cuenta la escala de la variable.

Las cadenas de Markov generadas luego de un periodo de calentamiento para
cada punto del tiempo donde se considera un valor faltante son presentadas en
la Figura B.9 del apéndice B. Se aprecia que cada una de las cadenas fluctua
alrededor de un valor estable.

En la Figura 4.3 se presentan las graficas CUSUM y CUSUMSQ), con bandas
al 95 %, de los residuales estandarizados. Esto se hace para verificar el ajuste del
modelo estimado por la MB propuesta. Se aprecia que el ajuste del modelo es

adecuado.
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4.1 Ejercicios de simulacion
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Figura 4.3: Graficas CUSUM y CUSUMSQ de los residuales estandarizados del

modelo estimado en el Ejercicio 3.

Dada la complejidad del modelo (incluye estacionalidad y el caso particular
de un dato faltante en el periodo de valores iniciales), en este caso se quiere de-
terminar el porcentaje de cobertura de los intervalos de credibilidad al 95 %, para
los datos considerados como faltantes en la serie simulada. Para esto, se repite
100 veces el procedimiento de estimacion de los datos faltantes y se determinan
las respectivas frecuencias relativas de inclusion. En el Cuadro 4.10 se observa
que para todos los tiempos en los cuales se presenta un dato faltante, se obtiene
un porcentaje de cobertura igual o superior al 95 %. Esto refuerza la bondad de

la MB propuesta.’

Cuadro 4.10: Porcentaje de cobertura para el Ejercicio 3.

Tiempo Porcentaje de cobertura (%)

2 95
10 99
25 96
58 98
80 97

LAl realizar el procedimiento de calcular el porcentaje de cobertura en los Ejercicios 1y 2,

se obtuvieron resultados similares al presentado en este Ejercicio.
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4.2 Aplicaciones a datos reales

4.2. Aplicaciones a datos reales

En esta Seccion se presentan dos ejercicios con series de tiempo reales, con
el fin de ilustrar el desempeno de la MB propuesta. Las series que se utilizan
son: (i) PIB trimestral real desestacionalizado de Estados Unidos, en el periodo
1952-11 a 1995-11T (175 datos) y (ii) caudal diario del rio Caquetd [m?3/s] medido
en la estacion los Monos, ubicada en el municipio La Chorrera, departamento del
Amazonas, entre 01-Ene-2009 y 31-Dic-2010 (730 datos).

4.2.1. Aplicacién 1: PIB real de Estados Unidos.

En este ejercicio se aplica el método propuesto a una serie de tiempo econémi-
ca. Especificamente, se usa la serie con ajuste estacional del logaritmo natural del
producto interno bruto (PIB) trimestral real de Estados Unidos (Ver Figura 4.4),
en el periodo comprendido entre 1952-11 a 1995-I11, la cual es utilizada en Kim &
Nelson (1999) y Gémez et al. (1999). La seleccién del modelo sigue el procedimien-
to de identificacién automatico de TSW, para el cual se tiene que el modelo con
menor AIC en este caso es el ARIMA(1,1,0). Se ejecuta el muestreador de Gibbs

con 2000 iteraciones después de un periodo de calentamiento de 1000 iteraciones.
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Figura 4.4: Logaritmo natural del PIB real de EE. UU.

Para este Ejercicio se descartan 20 datos, para considerar observaciones faltan-
tes en la serie temporal, lo cual corresponde al 11.4 % del total de datos (7" = 175).
Autores como Calderén (2006), Guzmén (2007), Gonzales (2006) y Nieto & Ho-

yos (2011)! encontraron via simulacién, que para efectos de ajuste del modelo, un

Para el caso de series no lineales.
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4.2 Aplicaciones a datos reales

limite superior razonable de observaciones faltantes es el 30 % respecto al total
de la muestra.

En el Cuadro 4.11 se muestran las estimaciones puntuales e intervalos de cre-
dibilidad al 95 % de los parametros del modelo ARIMA(1,1,0) para la MB, junto
con las estimaciones y errores estandar de los parametros segin la Metodologia
GM. Las estimaciones obtenidas por ambas metodologias son similares entre si.
Anélogo a los Ejemplos simulados presentados en la Subseccién anterior, en el
Cuadro 4.11 no se presenta el error estandar asociado a la estimacién del inter-
cepto c v la varianza o? para la Metodologia GM, lo cual es una desventaja a la

hora de verificar la significancia de la estimacién.

Cuadro 4.11: Estimacién de los parametros del modelo para PIB real de EE. UU.

MB GM

Pardmetro Estimado IC 95 % Estimado EE
c 0.46 (0.29, 0.62) 0.44 n.d*
b1 0.36 (0.19, 0.51) 0.38 0.07
o? 0.74 (0.58, 0.92) 0.71 n.d*

*n.d: No disponible.

El Cuadro 4.12 presenta el estadistico z de Geweke, se observa que a un nivel
de significancia del 5 %, las cadenas evidencian convergencia a un valor estable. En
la Figura B.10, del apéndice B, se observa que las funciones de autocorrelacion de
las cadenas simuladas, para todos los parametros del modelo, decaen rapidamente.
En la Figura B.11 se presentan las cadenas de Markov sin considerar el periodo
de calentamiento para cada uno de los parametros, observandose que cada una

de las cadenas fluctua alrededor de un valor estable.

Cuadro 4.12: Diagnoéstico de Geweke para la aplicacién a los datos del PIB real
de EE. UU.

Parametro c O3] o?

p-valor 0.19 0.37 0.51

En el Cuadro 4.13 se presentan la estimacién puntual e intervalos de credibi-
lidad al 95 % de los datos faltantes. Sus estimaciones se encuentran amplificadas

por 100 para evidenciar las diferencias entre las dos metodologias. Se observa que

35



4.2 Aplicaciones a datos reales

el desempeno general para la metodologia propuesta es satisfactorio, dado que la
gran mayoria de los datos observados tomados como faltantes estan dentro del I1C,
excepto para los tiempos 76 y 114 en los cuales el IC no cubre al valor observado.
En esta aplicacion se observan desempenos similares de las dos metodologias, en

cuanto a la estimacién de las observaciones faltantes en la serie.

Cuadro 4.13: Estimacién de los datos faltantes del PIB real de EE. UU.

MB GM
Tiempo Observado Estimado 1C Estimado RECM
26 749.80 750.06 (749.09, 751.08) 749.85 0.48
41 765.15 765.20 (764.17, 766.16) 765.17 0.48
50 775.36 775.81 (774.84, T776.75) 775.82 0.48
62 788.95 789.37 (788.34, 790.36) 789.30 0.48
68 794.51 795.25 (794.26, 796.26) 795.25 0.48
74 795.84 796.71 (795.51, 797.97) 796.58 0.69
75 797.07 797.43 (795.80, 799.06) 797.28 0.87
76 796.32 798.06 (796.65, 799.48) 798.02 0.69
85 808.74 807.91 (806.88, 808.89) 807.96 0.48
92 807.91 806.95 (805.96, 807.95) 806.72 0.48
100 813.63 813.86 (812.84, 814.92) 813.67 0.48
107 822.57 823.12 (822.11, 824.08) 823.16 0.48
114 822.49 823.93 (822.92, 824.91) 823.60 0.48
120 824.36 824.70 (823.68, 825.64) 824.55 0.48
129 831.62 831.48 (830.47, 832.51) 831.47 0.48
132 834.15 834.18 (833.19, 835.16) 834.11 0.48
145 844.58 844.93 (843.91, 845.90) 844.89 0.48
151 848.45 848.69 (847.67, 849.69) 848.58 0.48
164 852.93 852.46 (851.46, 853.44) 852.41 0.49
166 853.81 853.94 (852.90, 854.91) 853.75 0.49

Puesto que hay una gran cantidad de observaciones consideradas como valores
faltantes en este ejercicio, no se pueden mostrar todas las cadenas de Markov
simuladas. Por tanto, en la Figura B.12 del apéndice B se muestran las cadenas
de Markov generadas para algunos de los datos faltantes, se observa que cada una
de ellas fluctua alrededor de un valor estable.

Con el fin de verificar el ajuste del modelo estimado por la MB propuesta,
en presencia de datos faltantes, se presentan las graficas CUSUM y CUSUMSQ
de los residuales estandarizados (Ver Figura 4.5), donde las bandas de confianza

estdn al 95 %. Se aprecia que el ajuste del modelo es apropiado.
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4.2 Aplicaciones a datos reales
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Figura 4.5: Graficas CUSUM y CUSUMSQ de los residuales estandarizados del
modelo estimado del PIB real de EE. UU.

4.2.2. Aplicacion 2: Serie temporal diaria de caudal del

rio Caqueta.

En esta Subseccién se aplica la metodologia propuesta a una serie de tiempo

hidrologica.
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Figura 4.6: Serie temporal diaria de caudal del rio Caquetda medida en la estacion

los Monos (Amazonas).

La longitud de la serie de tiempo para este ejercicio es T' = 730 y en la Figura

4.6 se observa su grafica. Esta longitud implica una limitacién para TSW, ya
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4.2 Aplicaciones a datos reales

que este paquete soporta un maximo de 600 observaciones por serie de tiempo.
Por tanto, se divide la serie original en dos subseries de tamano 7} = Ty, =
350 y se realiza el ajuste automéatico de TSW para identificar el mejor modelo,
obteniéndose que los modelos elegidos para cada subserie son respectivamente
ARIMA(2,1,1) y ARIMA(1,1,2). Por tal motivo, en este caso no es posible hacer
uso de la metodologia propuesta por Nieto & Ruiz (2002), ya que no se presenta
un modelo con mayor frecuencia de ocurrencia, entre los seleccionados en cada
subserie, que de indicios de regir la dinamica de la serie en general. Asi las cosas,
se presentan unicamente los resultados obtenidos por la metodologia Bayesiana
propuesta.

Para empezar, se divide la serie de tiempo de caudal entre 100 para disminuir
la escala de la serie temporal, esta transformacién no afecta los resultados finales.
Realizando el procedimiento de ajuste automatico a la serie completa, mediante
el uso del paquete auto.arima de R, se obtiene que el modelo con mejor ajuste es
un ARIMA(1,1,2). Para este ejercicio se remueven 11 datos de la serie de tiempo
en los puntos t = 10,100, 120, 150, 345, 355, 367, 500, 600, 650 y 698, los cuales

seran considerados como observaciones faltantes.

Cuadro 4.14: Estimacion de los parametros del modelo para el caudal del rio
Caquetd (x1072).

MB
Pardmetro Estimado IC 95%
b1 0.58 (0.47, 0.66)
01 0.37 (0.24, 0.51)
02 0.11 (-0.01, 0.24)
o? 1.69 (1.52, 1.86)

En el Cuadro 4.14 se presentan las estimaciones puntuales e intervalos de
credibilidad al 95 % para los pardmetros del modelo ARIMA(1,1,2) haciendo uso
de la MB propuesta. Se utilizé el muestreador de Gibbs con 1000 iteraciones luego
de un periodo de calentamiento de 500 iteraciones. Se observa que a excepcion
de 05 los demés pardmetros resultan significativos al 5 %, dado que los IC al 95 %
no incluyen al cero.

El Cuadro 4.15 presenta el estadistico z de Geweke, el cual indica que a un ni-

vel de significancia del 5 % las cadenas evidencian convergencia a un valor estable.
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4.2 Aplicaciones a datos reales

En la Figura B.13, Apéndice B, se observa que las funciones de autocorrelacion de
las cadenas simuladas, para todos los parametros del modelo, decaen rapidamente.
En adicién, en la Figura B.14 se presentan las cadenas de Markov sin considerar
el periodo de calentamiento para cada uno de los parametros, se aprecia que cada

una de las cadenas fluctuan alrededor de un valor estable.

Cuadro 4.15: Diagnostico de Geweke para la serie temporal de caudal del rio

Caqueta.

Parametro ¢ 01 0 o?

p-valor 0.69 0.08 0.33 0.58

La estimacién puntual e IC al 95% de los datos faltantes se presentan en el
Cuadro 4.16. Se observa que el desempeno general para la metodologia propues-
ta es satisfactorio, en el sentido que todos los datos observados tomados como

faltantes se encuentran dentro del IC.

Cuadro 4.16: Estimacién e IC al 95% para los datos faltantes de caudal del rio

Caqueta.
MB
Tiempo Observado Estimado IC
10 1026.00 1034.25 (908.61, 1148.63)
100 3587.00 3611.44  (3486.26, 3724.27)
120 6698.00 6763.93 (6643.03, 6883.72)
150 8002.00 8042.15  (7925.39, 8165.87)
345 1180.00 1164.34 (1051.06, 1271.42)
355 1168.00 1176.97  (1061.23, 1299.45)
367 1145.00 1161.13 (1051.73, 1279.39)
500 8458.00 8441.17 (8328.70, 8553.79)
600 2725.00 2723.08  (2605.31, 2842.97)
650 2573.00 2602.03  (2479.13, 2723.44)
698 2216.00 2162.11 (2047.87, 2281.01)

Analogo a la aplicacién anterior, teniendo en cuenta que hay una gran cantidad
de observaciones faltantes en este ejercicio, no se pueden mostrar todas las cadenas
de Markov simuladas. Por tanto, en la Figura B.15 del apéndice B se muestran
las cadenas de Markov (divididas por 100) generadas para algunos de los datos

faltantes, se observa que cada una de ellas fluctua alrededor de un valor estable.
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4.2 Aplicaciones a datos reales

Por tdltimo, en la Figura 4.7 se presentan las graficas CUSUM y CUSUMSQ
de los residuales estandarizados, donde las bandas de confianza estédn al 95 %. Se

aprecia que el ajuste del modelo es apropiado.

Figura 4.7: Graficas CUSUM y CUSUMSQ de los residuales estandarizados del

modelo estimado de caudal del rio Caqueta.
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Capitulo 5

Conclusiones

En este trabajo se ha propuesto una metodologia Bayesiana para analizar
series de tiempo en presencia de observaciones faltantes. Para ello, se supuso que
el proceso estocastico del cual proviene la serie de tiempo es un ARIMA(p,d,q),
donde los valores p, d y ¢ son conocidos.

A través de los ejemplos simulados y con datos reales, se observé que las
estimaciones de los parametros del modelo y de las observaciones faltantes, con-
siderando la metodologia Bayesiana propuesta, fueron similares a las obtenidas
mediante la metodologia frecuentista basada en la funciéon de verosimilitud.

No obstante, la metodologia Bayesiana presenta las siguientes ventajas: (i)
dado que la metodologia se encuentra implementada en el programa R, es posible
trabajar con series de tiempo de longitud superior a 600 datos, que es el limitante
del tamano de muestra en el paquete TSW, (ii) calcula una medida de incerti-
dumbre de las estimaciones del intercepto y varianza del proceso y (iii) a partir
del ejercicio simulado se sugiere que las estimaciones de observaciones faltantes
en el periodo de valores iniciales son maés precisas.

Hacia el futuro se pretende extender el procedimiento propuesto con el fin de
completar el andlisis de series de tiempo, determinando los ordenes autorregresi-

vos y de media mévil del proceso ARIMA a través del enfoque Bayesiano.
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Apéndice A

Apéndice A: Singularidad de la

matriz Q

De ecuacién (2.13), sea Q una matriz de tamano r x r dada por:

1
Q = U2Gr><1G/1><r 20'2 w:l (1 @Dl ¢7‘—1)
wrfl
1 (00 (O B U
wl ¢% ¢1¢2 s ¢1¢r71
= o*| ¥ Yol V5 hath
wr—l ¢r—1¢1 wr—le LR 7%71

TXTr

De la expresion anterior se ve que la i-ésima fila, notada por Q;, para i > 1,
resulta ser combinacion lineal de la fila 1, es decir, Q;, = ,Q, para ¢ > 1. Por

tanto, se tienen r — 1 filas linealmente dependientes de la fila 1, con lo cual se

concluye que rango(Q) = 1.
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Apéndice B

Apéndice B: Graficas

En este apéndice se presentan algunos resultados adicionales del capitulo 4.
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Figura B.1: ACF de los parametros estimados en el Ejercicio 1.
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Figura B.3: Cadenas simuladas para los datos faltantes del Ejercicio 1.
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Figura B.7: ACF de los parametros estimados en el Ejercicio 3.
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(a). Faltante posicién 2. (b) Faltante posicion 10. (c) Faltante posicion 25.
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Figura B.9: Cadenas simuladas para los datos faltantes del Ejercicio 3.
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Figura B.10: ACF de los parametros estimados en la aplicacion al PIB real de

EE.UU.
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(a). Faltante posicién 26. (b) Faltante posicion 41. (c) Faltante posicion 50.

0
')

= 8
z
o wr
27
el
5
~ o
z
= 2
= | g
g
* %
" g7
= e
= w
&
g E 2
* T T - T T T T - o B by T T - -
o 500 1000 1500 2000 b 500 1000 1500 2000 b 500 1000 1500 2000
N, Repiicas N. Replicas N. Replicas
(d) Faltante posicion 74. (e) Faltante posicidn 75. (f) Faltante posicion 76.
S
E
2
g
=
E
2
"
2
2
g
=
g
o
L “
" =
&
£ -
T T T : T T T T - T T T T - -
o 500 1000 1500 2000 o 500 1000 1500 2000 o 500 1000 1500 2000
M. Replicas M. Replicas M. Replicas

Figura B.12: Cadenas simuladas para los datos faltantes de la aplicacién al PIB
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Caqueta.
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Figura B.14: Cadenas simuladas para los parametros de la aplicaciéon al caudal
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(a). Faltante posicion 10. (b) Faltante posicion 120. {c) Faltante posicion 355.
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Figura B.15: Cadenas simuladas para los datos faltantes de la aplicacion al caudal

del rio Caqueta.
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