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Resumen

Al usar una estrategia de muestreo (combinación de diseño y estimador) cualesquiera,
se asume implícitamente en la literatura la regla de recoger todas las variables en to-
dos los respondientes. En la actualidad las encuestas tienden a tener menores tasas
de respuestas, en ocasiones debido a la longitud de los cuestionarios; se demanda
una mayor cantidad de información a ser recolectada; se cuenta con la disponibil-
idad de fuentes secundarias más baratas como registros administrativos o big data
que actúan como sustitutos de los datos de encuestas. Por lo tanto, es necesario
buscar análisis que combinen eficiencia y flexibilidad como la técnica de diseños de
cuestionarios divididos que reemplaza el supuesto de recoger todas las variables para
todos los respondientes por recoger un subconjunto de la información requerida para
cada unidad en la muestra. Sin embargo, bajo este tipo de estrategias estimadores
de tipo Horvitz–Thompson o Hansen–Hurwitz para el total poblacional no han sido
descritos para diseños muestrales complejos (probabilidades desiguales, estratifica-
dos, conglomerados y varias etapas). Con este trabajo se pretende incorporar la
metodología de diseños de cuestionario dividido a los diseños de muestreo más cono-
cidos y así, determinar la forma del estimador del total poblacional y su estimador
de varianza.

Palabras claves: diseño de cuestionario dividido, total poblacional, muestreo
basado en el diseño.
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Abstract

By using a sampling strategy (combination of design and estimator), possibly the
rule of collecting all variables in all respondents is duly assumed in the literature.
Currently, surveys tend to have lower response rates, sometimes due to the length
of the questionnaires; a greater amount of information is demanded to be collected;
cheaper secondary sources such as administrative records or big data are available
to act as surrogates for survey data. Therefore, it is necessary to look for analyzes
that combine efficiency and flexibility, such as the technique of replaceable designs
of divided questionnaires, which assumes the collection of all the variables for all the
respondents by collecting a subset of the information required for each unit in the
sample. However, under this type of strategy, Horvitz-Thompson or Hansen-Hurwitz
type estimators for the total population have not been described for complex sample
designs (unequal probabilities, stratified, conglomerates and various stages). The
aim of this work is to incorporate the split questionnaire design methodology into
the best-known test designs and thus determine the shape of the total population
estimator and its variance estimator.

Keywords: split questionnaire design, total population, sampling based on design.
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Introducción

En la actualidad los cuestionarios aplicados por las Oficinas de Estadística Na-
cionales1 son cada vez más extensos y pueden considerar hasta 300 preguntas o más,
contenidas en varios módulos o subcuestionarios con duraciones de la aplicación de
la encuesta incluso de dos o tres horas por hogar, se propone el uso de cuestionarios
divididos. Esto es, submuestras de la muestra original con diferentes configuraciones
(parciales) del cuestionario.

La Encuesta Nacional de Demografía y Salud (ENDS) planeada por el Ministerio de
Salud y Protección Social y desarrollada por Profamilia puede llegar a tomar hasta
dos horas para su medición en un individuo. Autores tales como Adams & Darwin
(1982), Dillman, Sinclair & Clark (1993) y Roszkowski & Bean (1990) muestran
evidencia empírica de que las encuestas con cuestionarios largos tienden a tener
altas tasas de no respuesta. Herzog & Bachman (1980) sugirieron que la calidad de
la respuesta puede verse afectada por la extensión o longitud del cuestionario.

De acuerdo con Chipperfield & Steel (2009), al usar una estrategia de muestreo
cualesquiera (combinación de diseño y estimador) se asume implícitamente que las
variables serán recogidas de todos los individuos de una población finita para estimar
las Q características poblacionales de interés tales como medias, totales, varianzas,
entre otras. A este supuesto se le conoce como restricción de una sola fase. Al
permitirnos ser flexibles con esta restricción, es posible recoger un subconjunto de
la información requerida para cada unidad en la muestra y así estimar las Q carac-
terísticas de interés.

La metodología de Diseño de Cuestionario Dividido2 presenta algunas ventajas sobre
un diseño de muestreo tradicional tales como el aumento de la eficiencia con la que
se pueden cumplir los objetivos de diseño, permitiendo que el número de unidades
muestrales de las que se recopile información sobre una característica particular
varíe; permite mejorar la eficiencia en la estimación mediante la explotación de la
correlación entre las Q características; y ofrece flexibilidad para restringir el número
máximo de características que serán recogidas en una unidad muestral (un individuo)
de tal forma que la cantidad de características pueda ser inferior a Q.

1Por ejemplo el Departamento Nacional de Estadística – DANE en el caso de Colombia
2Llamado SQD por sus siglas en inglés: Split Questionnaire Design.
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La Encuesta de Comportamiento de Riesgo de Cáncer (Raghunathan & Grizzle
1995) llevada a cabo periódicamente por la Sección de Investigación de Vigilancia
del Programa de Investigación de Prevención de Cáncer del Centro de Investigación
de Cáncer Fred Hutchinson basada en una muestra probabilística de hogares en el
estado de Washington, en la que se entrevistan a hombres y mujeres de 18 años o más
de cada hogar por teléfono y cuyo objetivo es estimar la prevalencia de conductas
de riesgo como el tabaquismo, el consumo de alcohol y los factores dietéticos, y el
porcentaje de personas que se someten periódicamente a cuidados preventivos, como
la mamografía y el Papanicolau (citología de cuello uterino); también pregunta sobre
el conocimiento y la actitud sobre los diversos factores de riesgo y su asociación con
el cáncer y las enfermedades del corazón. Un tiempo de entrevista típico es de unos
30 a 50 minutos y su tasa de respuesta es de alrededor del 70%, con más puntos
de no respuesta durante la parte posterior del cuestionario. Además, en el 26% de
los casos, el segundo miembro del hogar se niega a responder después de averiguar
cuánto tardó el primer miembro del hogar en completar la encuesta.

Una preocupación en la Encuesta de Comportamiento de Riesgo de Cáncer (Raghu-
nathan & Grizzle 1995) es que las personas más ocupadas y saludables pueden no
responder toda la encuesta y que las personas más enfermas suelen ser personas que
no responden. En la etapa de diseño, para reducir la carga de respuesta y, posi-
blemente, aumentar la tasa de respuesta Raghunathan & Grizzle (1995) proponen
dividir el cuestionario largo en varios componentes y administrar sólo una fracción
de estos componentes a cualquier individuo muestreado. El número de componentes
a administrar se puede determinar con base a los objetivos de la encuesta. Por ejem-
plo, si las cantidades inferenciales de interés son las medias poblacionales, varianzas
y covarianzas, entonces se necesita obtener respuestas sobre cada par de variables
de un grupo de individuos. Se puede lograr esto administrando sólo dos compo-
nentes a cualquier individuo muestreado de manera que cada par de componentes
se administra a unas pocas unidades muestreadas.

Un diseño de cuestionario dividido puede ser visto como diseño para el patrón de
datos faltantes (Chipperfield & Steel 2009). Sin embargo para Raghunathan & Griz-
zle (1995) el diseño de encuesta de cuestionario dividido puede verse como una ex-
tensión del diseño de muestreo de múltiples matrices descrito por Shoemaker (1973)
y Munger & Lloyd (1988) en donde las respuestas se obtienen en una muestra aleato-
ria de características de cada individuo muestreado. Este diseño es útil para estimar
los medias poblacionales, pero es posible que algunas combinaciones de elementos
nunca puedan aparecer juntas, y por lo tanto las asociaciones correspondientes no
puedan ser estimadas. El diseño de cuestionario dividido, por otro lado, impone
ciertas restricciones sobre la asignación de características a los individuos muestrea-
dos para estimar las cantidades de población deseadas. Ideas similares a los diseños
de cuestionarios divididos se han utilizado en la sección de preigualación en el de-
sarrollo de pruebas, descrito por Holland & Thayer (1985) y Holland & Wightman
(1982).

Autores como Renssen & Nieuwenbroek (1997) y Merkouris (2004) sugieren métodos
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para mejorar la consistencia y exactitud de las estimaciones de encuestas indepen-
dientes que tienen datos en común. Renssen & Nieuwenbroek (1997) señalaron la
aplicación de su método a los diseños de cuestionario dividido, donde las encues-
tas independientes pueden ser interpretadas colectivamente como una encuesta con
muestras independientes que recogen un subconjunto diferente de las Q caracterís-
ticas. Adicionalmente, Wretman (1994) consideró la estimación utilizando patrones
con sólo dos elementos de datos (características), donde uno de los elementos de
datos era común a todos los patrones.

En este trabajo se incorpora la metodología de diseños de cuestionarios divididos a
los diseños de muestreo más conocidos y se determina la forma de los estimadores
Horvitz–Thompson y Hansen–Hurwitz para el total poblacional y su estimador de
varianza.

En el capítulo 1 se describe la metodología de diseño de cuestionario dividido según
Chipperfield & Steel (2009) para el caso particular de dos características y su forma
generalizada a un valor arbitrario, considerando un diseño de muestreo aleatorio
simple sin reemplazo con una restricción sobre la fracción de muestreo. A partir
del capítulo 2 se generaliza esta metodología para Q ≥ 2 módulos con J caracterís-
ticas en diferentes diseños de muestreo con y sin reemplazo, estratificado y en dos
etapas tales como MAS, PPT, EST–MAS y MAS–MAS. En el capítulo 3 se aplica
la metodología planteada bajo diferentes escenarios de simulación y datos reales
provenientes de la Encuesta de Convivencia y Seguridad Ciudadana. Finalmente en
el capítulo 4 se presentan los resultados principales y conclusiones de este trabajo;
seguido de los algoritmos de programación construidos para su desarrollo los cuales
se presentan en el apartado de anexos.
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Capítulo 1

Marco teórico

1.1 Muestreo probabilístico

El muestreo probabilístico es un enfoque para la selección de muestras que satisface
ciertas condiciones para seleccionar elementos directamente de la población (Särndal
et al. 1992). Así, una muestra realizada bajo los siguientes requisitos es llamada
muestra probabilística:

• Se puede definir el conjunto de muestras S = {s1, ..., sq, ..., sS } que es posible
obtener con el procedimiento de muestreo.

• Una probabilidad de selección p(s) es asociada con cada posible muestra s.

• El procedimiento otorga a cada elemento de la población una probabilidad de
selección distinta de cero.

• Seleccionamos una muestra por un mecanismo aleatorio bajo el cual cada posi-
ble muestra s recibe exactamente la probabilidad p(s).

Población

Considere una población que consiste de N elementos etiquetados k = 1, . . . , N ,
{u1, . . . , uk, . . . , uN}. Por simplicidad el k-ésimo elmento es representado por la
etiqueta k. Denotamos la población finita como U = {1, . . . , k, . . . , N}.

Muestra

Sea Y una variable de tal forma que yk representa el valor de Y para el k-ésimo
elemento poblacional. Por defecto asumimos que los elementos yk, para todo k ∈ U
son desconocidos.
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Para estimar el total poblacional de Y dado por t =
∑

U yk observamos yk para
un subconjunto de U , en lugar de todo U , que generalmente resultaría demasiado
costoso o poco práctico (Särndal et al. 1992). Un subconjunto de la población
llamado una muestra es seleccionado por primera vez y el valor yk es observado para
cada elemento k en el subconjunto los cuales son usados para calcular la estimación
de t.

Así por ejemplo, consideremos U como una población de hogares donde Y es la
variable "ingreso disponible", entonces yk cuantifica el ingreso disponible del k-ésimo
hogar. Asumamos ahora que el interés está centrado en estimar el total poblacional
de Y que en este caso representa el ingreso total disponible de los hogares en la
población U . Esta cantidad t no conocida es un simple ejemplo de un parámetro de
población finita.

Diseño de muestreo

Dado un esquema de selección de muestra, es posible establecer la probabilidad de
seleccionar una muestra específica s. Se usa la notación p(s). En otras palabras,
suponemos que hay una función p(· ) tal que p(s) da la probabilidad de seleccionar
s bajo el esquema en uso. La función p(· ) es llamada diseño de muestreo.

Probabilidad de inclusión

Considere un diseño de muestreo fijado previamente tal que p(s) representa la
probabilidad de seleccionar la muestra s puede encontrarse mediante una forma
matemática definida. Así, la inclusión de un elemento k en una muestra s es un
evento aleatorio indicado por la variable aleatoria Ik definida como

Ik(S) =

{
1 si k ∈ S
0 si k /∈ S

Ik = Ik(S) es llamado el indicador de inclusión muestral del elemento k. La proba-
bilidad de que el elemento k sea incluido en una muestra denotado πk es obtenido
del diseño p(·) como

πk = p(k ∈ S) = p(Ik = k) =
∑

k∋s

p(s)

Aquí, k ∋ s denota que la suma es sobre aquellas muestras s que contienen el
elemento k.
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1.2 Introducción al Diseño de Cuestionario Divi-
dido

Considérese una población conformada porN unidades o individuos de los cuales nos
interesa medir Q características asociadas a los totales poblacionales Yq con estruc-
tura de varianza conocida Sqq′ tal que Y = (Y1, Y2, . . . , Yq . . . , YQ)

′

, con elementos

Yq =
∑N

k=1 yqk y Sqq′ =
1

(N − 1)

∑N
k=1

(
Yqk − Y q

) (
Yq′k − Y q′

)
; donde yqk representa

la k − ésima unidad poblacional correspondiente a la la q − ésima característica o
variable de interés.

El diseño de cuestionario dividido o SQD (Chipperfield & Steel 2009) permite para
diferentes patrones recolectar conjuntos de características desde diferentes unidades

en la población. Este diseño permite el uso de todos las P =
∑Q

q=1

(
Q
q

)
= 2Q− 1

diferentes combinaciones en las que se pueden recoger las Q características dónde
q = 1, 2, · · · , Q.

El Muestreo de Matriz Múltiple o MMS1 permite el uso de todos los P patrones, pero
el interés está centrado en la estimación de diferencias entre grupos en situaciones
en las que un diseño de una sola fase es impráctico o daría lugar a dudas en torno a
la calidad de las respuestas (Shoemaker 1973). Por ejemplo, midiendo la diferencia
entre los niveles de alfabetización en las escuelas; podría medirse por una muestra de
subconjuntos aleatorios de estudiantes de un gran número de palabras para deletrear;
para una aplicación véase Munger & Lloyd (1988).

1.3 SQD para Q = 2 características

En el caso de Q = 2 características, y de acuerdo con los autores Chipperfield &
Steel (2009) un Diseño de Cuestionario Dividido (SQD) selecciona tres Muestras
Aleatorias Simples Sin Reemplazo (SRSWOR2) no superpuestas (mutuamente ex-
cluyentes) denotadas por s(1), s(2)y s(3), de tamaños n(1), n(2)y n(3) que recopilan
información sobre sólo Y1, sólo Y2, y ambos Y1 y Y2, respectivamente. Las tres formas
en que se puede recopilar información sobre las características se indican mediante
los patrones 1, 2 y 3, respectivamente, y se ilustran en la tabla 1.1.

1Multiple Matrix Sampling
2Simple Random Samples Without Replacement
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Patrón Y1 Y2 Tamaño Muestral Costo Marginal Muestra
1 X n(1) c(1) s(1)

2 X n(2) c(2) s(2)

3 X X n(3) c(3) s(3)

Tabla 1.1: Patrones para Q = 2

Se define el costo fijo por unidad muestral como c0, el cual es independiente del
costo de recopilar la información sobre Y1 o Y2. El costo marginal de recopilar los
elementos de datos del patrón p, denotado por c(p), con p = 1, 2, 3. De acuerdo con
Chipperfield & Steel (2009) se asume que c(3) = c(1)+c(2) y el costo total por unidad
t(p), compuesto por el costo fijo y marginal, es denotado por t(p) = co + c(p).

El diseño es especificado por n =
(
n(1), n(2), n(3)

)′
con tamaño muestral total dado

por n = n(1) + n(2) + n(3). Además, definen s(13) = s(1)
⋃

s(3), s(23) = s(2)
⋃

s(3),
n(13) = n(1) + n(3) y n(23) = n(2) + n(3). En este caso, por simplicidad, Chipperfield
& Steel (2009) asumen que la fracción de muestreo

n

N
es pequeña de modo que el

factor de corrección de población finita
(
1− n

N

)
puede ser ignorado.

El costo total de la encuesta es C = cf+c0n+c(1)n(1)+c(2)n(2)+c(3)n(3), donde cf es el
costo fijo para la encuesta el cual es independiente del tamaño de la muestra. El costo
puede ser definido en términos de los pagos incurridos por la organización estadística.
El coeficiente c(1) sería entonces el costo marginal de recopilar información en sólo
Y1 de cada unidad dado que es seleccionada en la muestra. El costo también puede
ser definido en términos de la carga reportada en la unidad que responde, medida
en términos de tiempo de entrevista. El coeficiente c(1) sería entonces el tiempo de
entrevista requerido para recolectar sólo Y1 de cada unidad, dado que se ha explicado
el propósito de la encuesta y se ha recopilado información básica, como la edad y el
sexo. Por conveniencia se asume que cf = 0 o equivalentemente que cf se ha sido
restado de C; la presencia de un costo fijo no afecta a los algoritmos de optimización
(Chipperfield & Steel 2009).

1.3.1 Estimador en una fase

Un diseño de una sola fase o fase única involucra seleccionar n = n(3) unidades bajo
muestreo muestreo aleatorio simple y recoger la información de ambas características
Y1 y Y2; en este caso n(1) = n(2) = 0.
La función de costo se simplifica a C = t(3)n(3) = t(3)n. El estimador de Yq esta dado

por Ŷ sp
q = Ŷ

(3)
q , donde Ŷ (3)

q =
N

n(3)

∑
k∈s(3) yqk es el estimador de Horvitz–Thompson

basado en la muestra s(3). La varianza esta dada por var
(
Ŷ sp
q

)
= V

(3)
q , donde

V
(3)
q =

N2

n(3)
S2
q .

7



1.3.2 Estimador simple

Considerando los patrones de la tabla 1.1 los estimadores simples (Chipperfield &
Steel 2009) de las características Y1 y Y2 son respectivamente Ŷ1 = Ŷ

(13)
1 (la carac-

terística Y1 se encuentra en los patrones uno y tres) y Ŷ2 = Ŷ
(23)
2 (la característica

Y2 se encuentra en los patrones dos y tres). Es decir, se estima la característica Y1

en la muestra s(13) y Y2 en la muestra s(23). Así mismo, se tiene que las varianzas

de las características son V
(
Ŷ1

)
= V (13) =

N2

n(13)
S2
1 y V

(
Ŷ2

)
= V (23) =

N2

n(23)
S2
2 .

1.3.3 Mejor Estimador Lineal Insesgado

El Mejor Estimador lineal insesgado (MELI3) es un enfoque general para combinar
diferentes estimaciones de una manera óptima (ver Srivastava & Carter (1986) y
Fuller (1990) para aplicaciones). El MELI combina óptimamente las cuatro estima-

ciones en α =
(
Ŷ

(1)
1 , Ŷ

(2)
2 , Ŷ

(3)
1 , Ŷ

(3)
2

)′

teniendo en cuenta la estructura de covarianza
de las estimaciones.

El MELI de Y = (Y1, Y2)
′

es Ŷ sq =
(
Ŷ sq
1 , Ŷ sq

2

)′

dónde

Ŷ
sq = A

′

α (1.1)

A
′

=
(
W

′

V
−1
W

)−1

W
′

V
−1 (1.2)

es un vector 2× 4 de factores compuestos, ver (Rao 1973, pág. 60). La matriz

V =




V
(1)
1 0 0 0

0 V
(2)
2 0 0

0 0 V
(3)
1 V

(3)
1,2

0 0 V
(3)
1,2 V

(3)
2


 (1.3)

es la matriz de varianza–covarianza de α,

W =

(
1 0 1 0
0 1 0 1

)′

(1.4)

y V
(3)
1,2 =

N2S12

n(3)
.

De acuerdo con Chipperfield & Steel (2009) las propiedades del estimador tales como
insesgamiento y varianza mínima las cuales son propias de un estimador MELI y del
cual sólo se requiere de conocer el primer y segundo momento de la distribución para

3o BLUE: Best Linear Unbiased Estimator
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poder ser construido y en este caso dependen solo de E (Y ) = W
′

α y var (Y ) = V y
no asumen normalidad de ninguna de las variables. Como observación, Chipperfield
& Steel (2009) agregan que cuando

n

N
no es aproximadamente cero (1.1) todavía es

aplicable, pero los 0′s en V podrían ser en cambio negativos.

La matriz de varianza y covarianza de Ŷ sq está dada por

var
(
Ŷ

sq

)
=
(
W

′

V
−1
W

)−1

(1.5)

es decir,

var
(
Ŷ

sq

)
= A

′

V A

=

((
W

′

V
−1
W

)−1

W
′

V
−1

)
V

((
W

′

V
−1
W

)−1

W
′

V
−1

)′

=

((
W

′

V
−1
W

)−1

W
′

V
−1

)
V

(
W

′

V
−1
)′
((

W
′

V
−1
W

)−1
)′

=
(
W

′

V
−1
W

)−1

W
′

(
W

′

V
−1
)′
((

W
′

V
−1
W

)−1
)′

=
(
W

′

V
−1
W

)−1 (
W

′

V
−1
W

)′
((

W
′

V
−1
W

)′
)−1

=
(
W

′

V
−1
W

)−1

De donde Ŷ sq
q = A

′

qα y var
(
Ŷ sq
q

)
= A

′

qV Aq, con A
′

q el q − ésimo vector fila de

A
′

.

De la expresión (1.5) se tiene que var
(
Ŷ sq
1

)
=

N2S2
1

n∗
1

y var
(
Ŷ sq
2

)
=

N2S2
2

n∗
2

, dónde

n∗
1 = n(13) +

n(2)ρ2

1 + n(2)(1−ρ2)

n(3)

y n∗
2 = n(23) +

n(1)ρ2

1 + n(1)(1−ρ2)

n(3)

. Estos tamaños de muestra

efectivos muestran cómo el MELI involucra, para la estimación de Yq, la muestra
que no recoge información sobre yq (nótese el término de correlación).

Ahora bien, para estimar las Q características teniendo en cuenta un diseño de
una fase (sección 1.3.1) o en dos fases (sección 2.6), contaríamos con un total de
J posibles patrones. Esto ocurre debido a que en los diseños de múltiples fases se
tienen a lo sumo J patrones monótonos, tal que J < P (ver tabla 1.2); haciendo que
un diseño de cuestionario dividido sea mucho más flexible que un diseño en múltiples
fases y permita usar todos los P patrones. Adicionalmente, los diseños en una y dos
fases pueden verse como casos particulares de un diseño de cuestionario dividido.
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Patrón Y1 Y2 · · · YJ

1 X · · ·
2 X X · · ·
... · · ·
J X X · · · X

Tabla 1.2: Patrones en un diseño de múltiples fases

1.3.4 Minimizar la varianza para el costo fijo

Rahim & Currie (1993) consideran minimizar

Z =

2∑

q=1

Iq × CV
(
Ŷq

)2

dónde CV
(
Ŷq

)2
=

var
(
Ŷq

)

Y 2
q

sujeto a C ≤ CB, dónde CB es el presupuesto de la

encuesta, Iq es la medida de importancia relativa asignada a Ŷq tal que I1 + I2 = 1.

La asignación óptima para Ŷ sq
q se encuentra maximizando

1−

(
φr

ñ∗

1
+ 1

ñ∗

2

) [
1− (1− c̃0)

(
c̃(1)ñ(2) + c̃(2)ñ(1)

)]

φr + 1
(1.6)

dónde ñ∗
p (p = 1, 2, 3) tiene la misma forma que n∗

p excepto que n(p) se sustituye

por ñ(p) =
n(p)

n
(la proporción de las unidades muestreadas asignadas al patrón p) y

c̃(1) =
cr

1 + cr
y c̃(2) =

1

1 + cr
. El término c̃0 =

c0
t(3)

es la proporción del costo unitario

total de recolección de y1 y y2 que se fija, cr =
c(1)

c(2)
es la proporción de los costos

marginales de recolección4 de y1 y y2 y φr =
φ1

φ2
, dónde φq = Iq × CV

(
Ŷq

)2
.

Para simplificar la solución a este problema para Ŷ sq, Chipperfield & Steel (2009)
encontraron la solución mediante una búsqueda de cuadrícula, en la que se permitió
que ñ(1), ñ(2) y ñ(3) oscilaran entre 0 y 1 con la restricción

∑
p ñ

(p) = 1.

4Si el tiempo necesario para proporcionar la información sobre las características es aproxima-
damente el mismo entonces cr = 1.
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1.3.5 Minimizar el costo para la varianza fija

Un objetivo alternativo es minimizar C dado
var

(
Ŷq

)

Y 2
q

≤ v2q para q = 1, 2 donde vq

representa el coeficiente de variación objetivo de Ŷq.

La asignación óptima para Ŷ sq
q se encuentra maximizando

1−

[
1− (1− c̃0)

(
crñ(2)

1+cr
+ ñ(1)

1+cr

)]

ñ∗
1 ×max (L−1, 1)

(1.7)

sujeto a
ñ∗
2

ñ∗
1

≥ L−1. L =
q2
q1

dónde qq =
CV (yq)

2

v2q
es el tamaño de muestra requerido

para cumplir con la restricción de varianza de la característica q bajo un diseño de

fase única5 y CV (yq) =
S2
q

Y q

. cr =
c(1)

c(2)
es la proporción de los costos marginales de

recolección6 de y1 y y2.

Para simplificar la solución a este problema para Ŷ sq Chipperfield & Steel (2009)
encontraron la solución mediante una búsqueda de cuadrícula, en la que se permitió

que ñ(1), ñ(2) y ñ(3) oscilaran entre 0 y 1 con la restricción
∑

p ñ
(p) = 1 y

ñ∗
2

ñ∗
1

≥ L−1.

1.4 SQD para Q arbitrario

Como se mencionó antes, para un Q dado, hay P =
∑Q

q=1

(
Q
q

)
= 2Q − 1 posibles

patrones. Chipperfield & Steel (2009) definen el número de características asignadas
al patrón p como g(p) y el conjunto de características asignadas al patrón p como
u(p). Por ejemplo, en la tabla 1.1 g(3) = 2 y u(3) = (y1, y2); y el patrón que recoge
todas las Q características por p = P tal que g(P ) = Q y u(P ) = (y1, y2, . . . , yQ).

La asignación para un diseño de cuestionario dividido implica elegir el tamaño de
muestra en el patrón p correspondiente, n(p) el cual es el número de unidades mues-
trales de las cuales el conjunto de características g(p) se recoge, para p = 1, 2, . . . , P .

5Si L = 1 el tamaño de muestra efectivo, n∗

p
, requerido para cumplir con las restricciones

de varianza es el mismo para y1 y y2; esto ocurriría, por ejemplo, si y1 y y2 fueran variables
dicotómicas, y1 = y2 y v1 = v2; si en su lugar, v1 =

√
2v2 entonces L = 2.

6El costo marginal de recopilar el dato j correspondería a menudo al tiempo medio que tarda
el entrevistado en proporcionar la información. Si el tiempo necesario para proporcionar la in-
formación sobre los elementos de datos (características) es aproximadamente el mismo entonces
cr = 1.
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El estimador MELI para Y es dado por (1.1) y su varianza por (1.5) dónde: V es una

matriz M ×M diagonal por bloques con elementos en la diagonal V (p) =
N2F

(p)

n(p)
,

con F
(p) la matriz g(p) × g(p) de varianza–covarianza de la población con elementos

Sqq′ dónde q y q′ pertenecen al conjunto u(p); α es un vector columna M × 1 de
estimaciones de Y (p)

q ordenado por el patrón p y la característica q; W es una matriz
M ×J con 1 en la posición (m, q), si el m− ésimo elemento en α es una estimación
de Yq y 0 en otro caso y donde m = 1, 2, . . . ,M . La matriz A

′

es una matriz J ×M

de factores compuestos. Por lo tanto Ŷ sq
q = A

′

qα y var
(
Ŷ sq
q

)
= A

′

qV Aq dónde A
′

q

es el q − ésimo vector fila de A
′

.

1.4.1 Minimizar la varianza para el costo fijo

En el contexto de la asignación multivariable en diseños estratificados de fase única,
Rahim & Currie (1993) formularon el problema7 de minimizar una función de va-
rianza sujeta a restricciones de costo fijo, como encontrar el valor de n tal que
n =

(
n(1), n(2) . . . , n(P )

)′
que minimiza

Z =

J∑

q=1

Iq × CV
(
Ŷq

)2
(1.8)

sujeto a CB > C =
∑P

p=1 t
(p)n(p) dónde t(p) = c0 +

∑
q∈g(p) cq es el costo total (costo

fijo más costo marginal) por unidad que se asigna al patrón p.

CV
(
Ŷq

)
=

√
var

(
Ŷq

)

Yq
, donde var

(
Ŷq

)
es como se describe en la sección 1.4. CB

es el presupuesto de la encuesta; Iq es la medida de importancia relativa asignada a
Ŷq.

1.4.2 Minimizar el costo para la varianza fija

En el contexto de la asignación multivariable en diseños estratificados de fase única,
Kokan & Khan (1967), Bethel (1989) y Chromy (1987) definen el problema de
optimización encontrando el valor de n que minimiza C sujeto a la restricción

V
(
Ŷq

)
< v2qY

2
q (1.9)

7Según Chipperfield & Steel (2009), para resolver estos problemas se requiere de programación
lineal estándar.
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para todo q, dónde var
(
Ŷq

)
es como se describe en la Sección 1.4 y vq es el valor

máximo que el CV
(
Ŷq

)
puede tomar para cumplir con las restricciones de diseño. El

problema de asignación en un SQD con MELI, dado por (1.1), se define minimizando
C sujeto a (1.9).

Selección de individuos en la muestra

En la práctica para realizar la selección de individuos una vez se tienen los tamaños
de muestra para los diferentes patrones n(p) para p = 1, · · · , P los cuales se obtienen
con alguna de las alternativas anteriores bien sea minimizando la varianza para
el costo fijo o minimizando el costo para la varianza fija, el proceso puede iniciar
por ejemplo asignando los n(1) individuos al patrón 1 de los n posibles individuos a
seleccionar, posteriormente los n(1) individuos seleccionados serán excluidos del total
de individuos elegibles para proceder a seleccionar los n(2) individuos para el patrón 2
de los n−n(1) posibles individuos elegibles. Este proceso se repite siempre asignando
los n(p′) individuos al patrón p′ de los n− n(1) − n(2) − · · ·− n(p′) individuos posibles
a elegir hasta completar la asignación de los individuos a cada uno de los patrones.
Este proceso es análogo a aplicar un algoritmo coordinado negativo donde se ordena
aleatoriamente el marco de muestreo y los n(1) primeros elementos se asignan al
primer patrón, los n2 segundos elementos al segundo patrón y así sucesivamente
hasta el patrón n(p).
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Capítulo 2

Diseño de Cuestionario Dividido
para Diseños Muestrales Complejos

2.1 Muestreo Sin Reemplazo

En este capítulo se generaliza la metodología de diseños de cuestionario dividido en
diseños de muestreo sin reemplazo y diseños más complejos. A diferencia del tra-
bajo de Chipperfield & Steel (2009) en el cual describen la metodología SQD para
el diseño MAS, los autores asumen que la fracción de muestreo

n

N
es pequeña de

modo que el factor de corrección de población finita
(
1− n

N

)
es ignorado. Este

trabajo no contempla tal restricción y por el contrario emplea la teoría clásica del
muestreo basado en el diseño de acuerdo con Särndal, Swensson & Wretman (1992)
de tal forma que el estimador de Horvitz–Thompson insesgado para estimar el total
poblacional de una característica t =

∑
U yk bajo cualquier diseño muestral proba-

bilístico se puede escribir como t̂π =
∑

s

yk
πk

=
∑

s y̌k dónde y̌k =
yk
πk

. La varianza

y estimador de varianza están dadas respectivamente por V(t̂π) =
∑∑

U ∆kly̌ky̌l y

V̂(t̂π) =
∑∑

S ∆̌kly̌ky̌l dónde ∆̌kl =
∆kl

πkl
=

πkl − πkπl

πkl
, πkl > 0 para todo k, l ∈ U .

2.1.1 Muestreo Aleatorio Simple sin Reemplazo

Bajo un diseño de Muestreo Aleatorio Simple1 sin reemplazo (MAS), todos los ele-
mentos tienen la misma probabilidad de ser seleccionados y se tiene un tamaño de
muestra n fijo. Las probabilidades de selección de primer y segundo orden respec-

tivamente son πk =
n

N
y πkl =

n(n− 1)

N(N − 1)
y el estimador de Horvitz–Thompson o

π-estimador toma la forma:
1En inglés Simple Random Sampling (SI).
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t̂π = NY s (2.1)

dónde Y s =

∑
s yk
n

es la media muestral de Y . El diseño tiene un tamaño de muestra
n fijo con varianza y estimador de varianza respectivamente dados por (2.2) y (2.3):

VSI(t̂π) = N2 1− f

n
S2
yU (2.2)

dónde f =
n

N
es la fracción muestral y

S2
yU =

1

N − 1

∑

u

(yk − Y U)
2

es la varianza poblacional. De forma análoga,

V̂SI(t̂π) = N2 1− f

n
S2
ys (2.3)

dónde

S2
ys =

1

n− 1

∑

s

(yk − Y s)
2

es la varianza muestral de Y .

2.1.2 Muestreo Aleatorio Simple sin Reemplazo en SQD

Al implementar la metodología de diseño de cuestionario dividido en el diseño
de muestreo aleatorio simple sin reemplazo para el patrón p y la variable j, el
π−estimador (2.1) estará dado por

t̂(p)π = NY
(p)

s (2.4)

dónde Y
(p)

s =
1

n(p)

∑
k∈s(p) y

(p)
jk es el promedio muestral en el patrón p. Con estimador

de varianza

V̂
(p)
SI (t̂

(p)
π ) = N2 1− f (p)

n(p)
S2
ys(p) (2.5)

f (p) =
n(p)

N
y S2

ys(p)
=

1

n(p) − 1

∑
s(p)(y

(p)
jk − Y

(p)

s )2 son respectivamente la fracción

muestral y la varianza muestral en el patrón p.
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2.1.3 Estimador MELI para MAS bajo SQD

MAS en SQD con Q = 2

Considérese un cuestionario formado por J variables o características de interés de
tal forma que se pueden construir Q = 2 subcuestionarios o módulos a partir de este
con J1 características en el módulo uno y J2 características en el modulo dos tal que
J = J1+ J2. El objetivo se centra en estimar el total poblacional ttt = (ttt1, ttt2)

′

tal que
ttt1 = (t1, t2, · · · , tJ1)

′

y ttt2 = (t1, t2, · · · , tJ2)
′

representan los totales poblaciones de
las características en cada módulo. Teniendo en cuenta la sección 1.3.3 y el esquema
de patrones de la tabla 1.1, se define el π-estimador para el total poblacional ttt bajo
un diseño de muestreo aleatorio simple que incorpora la metodología de cuestionario

dividido como t̂tt
sq

π =
(
t̂tt
sq

π1, t̂tt
sq

π2

)′

tal que

t̂tt
sq

π = AAA
′

α (2.6)

con α =
(
t̂tt
(1)

π1 , t̂tt
(2)

π2 , t̂tt
(3)

π1 , t̂tt
(3)

π2

)′

un vector de estimaciones de totales t̂tt
(p)

πq , con q = 1, 2,

p = 1, 2, 3, con elementos t̂(p)πjq
ordenado por el patrón p y el módulo q, que para el

caso del diseño MAS las estimaciones t̂(p)πjq para la jq-ésima variable (j-ésima variable
ordenada por el módulo q) esta dada por la ecuación 2.4 de la sección anterior.

α es un vector columna en bloques de dimensión M × 1. La suma de la cantidad
de totales a estimar en los M = 4 bloques o elementos t̂tt

(p)

πq de α determinan su
dimensión real2; así, se tienen (J1 + J2 + J1 + J2) filas por una columna, equivalente
a una dimensión real de 2J× 1.

La matriz AAA de dimensión real 2J× J está dada por

AAA
′

=
(
WWW

′

VVV−1WWW
)−1

WWW
′

VVV−1 (2.7)

Para calcularAAA,WWW es una matriz con 111 en la posición (m, q), si elm−ésimo elemento
en α es una estimación del total en el patrón ttt(p)q y 000 en otro caso; m = 1, . . . ,M y
q = 1, . . . ,Q, que para fines pertinentes al tener dos módulos Q = 2 y M = 4.

WWW =

(
1 0 1 0

0 1 0 1

)′

(2.8)

Nótese que 000 y 111 son vectores cuya dimensión real está determinada por la cantidad
de totales a estimar en t̂tt

(p)

πq , q = 1, 2, así, la dimensión de WWW estará dada por

2α es un vector de M = 4 bloques, de allí la dimensión en bloques M×1. Al hablar de dimensión
real hacemos énfasis en la cantidad de filas y columnas de α, que para este caso es de 2J× 1.
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(J1+J2+J1+J2) columnas y (J1+J2) filas, es decir, 2J×J. Sin perder el contexto,
podemos hablar de WWW con dimensión en bloques M×Q o dimensión real 2J× J.

La matriz de varianza–covarianza de α dada por

VVV =




V̂
(1)

1 0 0 0

0 V̂
(2)

2 0 0

0 0 V̂
(3)

1 V̂
(3)

1,2

0 0 V̂
(3)

1,2 V̂
(3)

2




(2.9)

dónde VVV es una matriz de dimensión M ×M diagonal por bloques cuyos elementos
corresponden a matrices de varianza–covarianza estimadas en el módulo q y el patrón
p. Así, V̂

(1)

1 representa la matriz de varianza–covarianza estimada del módulo uno

en el patrón uno, V̂
(2)

2 representa la matriz de varianza–covarianza estimada del

módulo dos en el patrón dos, V̂
(3)

1 la matriz de varianza–covarianza del módulo uno

en el patrón tres, V̂
(3)

2 representa la matriz de varianza–covarianza estimada del

módulo dos en el patrón tres y V̂
(3)

1,2 representa la matriz de varianza–covarianza de
los módulos uno y dos en el patrón tres, ya que este patrón contiene ambos módulos.

En general los elementos en la diagonal de V tienen la forma V̂
(p)

q = N2 1− f (p)

n(p)
F̂

(p)

con F̂
(p)

la matriz de varianzas y covarianzas de los elementos asociados a las va-
riables en el módulo q del patrón p cuyo tamaño es de g(p) × g(p), con elemen-
tos Sqq′ dónde q y q′ pertenecen al conjunto u(p), véase sección 1.4. El elemento

V̂
(3)

1,2 = N2 1− f (3)

n(3)
S
(3)
12 representa la covarianza entre los módulos uno y dos del

patrón tres pues este es el único patrón donde estarían ambos módulos.

Los elementos V̂
(p)

q , V̂
(p)

q,q′ de la matriz VVV son matrices de varianza–covarianza de
los totales estimados de las variables asociadas al módulo q en el patrón p, cuyos

elementos tienen la forma V̂
(p)

jj = V̂
(p)
SI (t̂

(p)
π ) = N2 1− f (p)

n(p)
S2
ys(p)

(ecuación 2.5) para
la varianza estimada bajo el diseño MAS, mientras que para la estimación de la

covarianza se plantea usar V̂
(p)

jj′ = N21− f (p)

n(p)
COV (Yj, Yj′)

(p).

El término COV (Yj, Yj′)
(p) =

1

n(p) − 1

∑
s(p)(y

(p)
jk − Y

(p)

j )(y
(p)
j′k − Y

(p)

j′ ) representa la

covarianza entre las variables j y j′ (j 6= j′) del patrón p.

La matriz AAA′ dada en la ecuación 2.7 es una matrix en bloques de dimensión Q×M
con dimensión real 2J×J. Es posible obtener el estimador del total poblacional y su
varianza estimada bajo SQD para las p variables, j = 1, · · · , J mediante t̂sqπj = AAA′

jα

y v̂ar
(
t̂sqj
)
= AAA′

jVVVAAAj dónde AAA
′

j es el j − ésimo vector fila de AAA′.
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Estimador en una fase bajo MAS

Un diseño de una sola fase o fase única involucra seleccionar n = n(3) unidades
bajo muestreo muestreo aleatorio simple y recoger la información de los dos sub-
cuestionarios o módulos de la muestra s(3), esto es, recoger la información de las J
características que conforman el cuestionario completo. En este caso los tamaños
muestrales en los patrones uno y dos son nulos, n(1) = n(2) = 0.

La estimación del total poblacional ttt = (ttt1, ttt2)
′

se realiza mediante t̂tt
(3)

π =
(
t̂tt
(3)

π1 , t̂tt
(3)

π2

)′

donde t̂tt
(3)

π1 y t̂tt
(3)

π2 representan los estimados de Horvitz–Thompson basado en la mues-
tra s(3), ya que es el único patrón del diseño y cuyos elementos son de la forma
dados por la ecuación 2.4. El estimador de varianzas y covarianzas esta dado por
V̂
(
t̂tt
(3)

π

)
= V̂

(3)

SI

(
t̂tt
(3)

π

)
y cuyos elementos las varianzas y las covarianzas estimadas

bajo el diseño de muestreo aleatorio simple sin reemplazo para la j-ésima variable.
Se tienen varianzas de la forma V̂

(3)

SI (t̂
(3)
πj ) dados por la ecuación 2.5 con p = 3.

V̂
(3)

SI

(
t̂tt
(3)

π

)
=

(
V̂

(3)

1 V̂
(3)

1,2

V̂
(3)

1,2 V̂
(3)

2

)

Nótese que en forma general, el estimador en una fase es lo que se usa en el diseño de
muestreo tradicional. Es decir, se tiene una única muestra de individuos de la cual
se obtiene la información de la encuesta y se realiza la estimación de parámetros
objeto de interés.

Estimador simple bajo MAS

Al considerar los patrones de la tabla 1.1, de acuerdo con Chipperfield & Steel
(2009) para la estimación del total poblacional ttt = (ttt1, ttt2)

′

bajo el estimador simple
en los módulos o subcuestionarios Q1 y Q2 están dados por t̂tt1 = t̂tt

(13)

π1 y t̂tt2 = t̂tt
(23)

π2

respectivamente. El módulo Q1 se encuentra en los patrones uno y tres por lo que
sus características se estiman en la muestra s(13) y el módulo Q2 se encuentra en los
patrones dos y tres de tal forma que sus características son estimadas en la muestra
s(23).

Así mismo, se tiene que las varianzas estimadas de la estimación de totales en los
módulos Q1 y Q2 son respectivamente V̂

(
t̂tt1
)
= V̂

(13)

1 y V̂
(
t̂tt2
)
= V̂

(23)

2 . Nótese que
la forma de éstos elementos es la misma de los elementos en la matriz VVV en 2.9 de

la sección 2.1.3. Es decir, elementos de la forma V̂
(p)

q = N2 1− f (p)

n(p)
F̂

(p)
, con F̂

(p)

la matriz de varianza–covarianza de los elementos asociados a las variables en el
módulo q del patrón p; donde p = 13 respresenta la muestra s(13) = s(1) ∪ s(3) y
p = 23 es la muestra s(23) = s(2) ∪ s(3).
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MAS en SQD con Q arbitario

En forma generalizada se extiende la metodología al caso en el cual se tiene un
Q ≥ 2 arbitrario con P = 2J − 1 posibles patrones, siendo el interés estimar
los totales poblacionales asociados a los Q módulos ttt = (ttt1, ttt2, · · ·tttQ)

′

tal que
ttt1 = (t1, t2, · · · , tJ1)

′

, ttt2 = (t1, t2, · · · , tJ2)
′

, · · · , tttQ =
(
t1, t2, · · · , tJQ

)′
represen-

tan los totales poblaciones de las características en cada módulo (subcuestionario),
J1 características en el módulo uno, J2 en el módulo dos, hasta JQ características
en el módulo Q tal que con J = J1 + J2 + · · ·+ JQ.

El π-estimador t̂tt
sq

π =
(
t̂tt
sq

π1, t̂tt
sq

π2, · · · t̂tt
sq

πQ

)′

para el total ttt bajo un diseño de muestreo
aleatorio simple que incorpora la metodología de cuestionario dividido, se obtiene
mediante la ecuación 2.6 de la sección anterior.

En este caso α =
(
t̂tt
(1)

π1 , t̂tt
(2)

π2 , t̂tt
(3)

π1 , · · · , t̂tt
(P )

πQ

)′

es un vector columna en bloques de

dimensión M × 1 de totales estimados t̂tt
(p)

πq que representan el total estimado en el
patrón p = 1, 2, · · · , P ordenado por el módulo q = 1, 2, · · · , Q con elementos t̂(p)πjq

que representan la estimación del total de la jq-ésima variable mediante el estimador
de Horvitz–Thompson de acuerdo con la ecuación 2.4, es decir, la estimación de la
j-ésima variable ordenada por el patrón p y el módulo q.

Para calcular el estimador de totales bajo SQD, la matriz en bloques AAA′ de dimensión
Q×M está dada por

AAA
′

=
(
WWW

′

VVV−1WWW
)−1

WWW
′

VVV−1 (2.10)

con WWW una matriz en bloques de dimensión M × Q con elementos (bloques) 111 en
la posición (m, q), si el m − ésimo elemento en α es una estimación del total en el
patrón ttt(p)q y 000 en otro caso; m = 1, . . . ,M y q = 1, . . . ,Q.

La matriz de varianza–covarianza de dimensión M ×M descrita en la ecuación 2.9
toma la forma

VVV =




V̂
(1)

1 0 · · · 0 · · · 0

0 V̂
(2)

2 · · · 0 · · · 0

0 0 . . . ...
...

...
...

... · · · V̂
(p)

q · · · 0

0 0 · · · 0 . . . 0

0 0 · · · 0 · · · V̂
(P )

Q




(2.11)

Los elementos V̂
(p)

q en la diagonal de VVV son de tamaño g(p) × g(p) (sección 1.4)
y corresponden a matrices de varianzas y covarianzas de los jq totales estimados
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asociadas al módulo q en el patrón p estimada bajo el diseño MAS; es decir, varianzas
de la forma dada por la ecuación 2.5. Nótese que los tamaños de los elementos V̂

(p)

q

pueden ser diferentes entre sí según el número de características asignadas al patrón
p denotado por g(p), así por ejemplo en el patrón 1 se tienen J1 características por
lo que el elemento V̂

(1)

1 es de dimensión J1 × J1 mientras que la dimensión de V̂
(P )

Q

será mucho mayor ya que en este patrón la cantidad de características será mayor,
tal como ocurre con los elementos V̂

(3)

1 y V̂
(3)

1,2 del patrón 3 en la ecuación 2.9.

Para la estimación de la covarianza se puede usar N2 1− f (p)

n(p)
COV (Yp, Yp′)

(p) dónde

el término COV (Yj, Yj′)
(p) =

1

n(p) − 1

∑
s(p)(y

(p)
j − Y

(p)

j )(y
(p)
j′ − Y

(p)

j′ ) representa la

covarianza entre las variables j y j′ del patrón p. Una alternativa para simplificar
los procesos computacionales (cálculos bajo software) consiste en asumir covarianza
cero entre las variables, COV (Yj, Yj′) = 0. Sin embargo, la medición del impacto
de este supuesto no ha sido medido en este trabajo y se desconoce las implicaciones
que pueda tener en las estimaciones del total poblacional. También queda abierto
la posibilidad de incluir estructuras de covarianza más especificas según el tipo de
variable que se esté manejando (incluyendo el diseño de muestreo), por ejemplo,
covarianza entre una variable categórica y una numérica.

2.2 Muestreo Estratificado

En el muestreo estratificado3, la población es dividida en subpoblaciones no su-
perpuestas llamadas estratos. Una muestra probabilística es seleccionada en cada
estrato y la selección en los diferentes estratos son independientes.

Para una estratificación de una población U = {1, . . . , k, . . . , N} nos referimos
a una partición de U en H subpoblaciones llamadas estratos y denotados por
U1, . . . , Uh, . . . , UH donde Uh = {k : k pertenece al estrato h}. Por muestreo es-
tratificado se entiende que una muestra de probabilidad sh se selecciona de Uh de
acuerdo con el diseño ph(·)(h = 1, . . . , H) y que la selección en un estrato es inde-
pendiente de las selecciones en todos los otros estratos.

La muestra total resultante, denotada s estará compuesta como

s = s1 ∪ s2 ∪ · · · ∪ sh

debido a la independencia en la selección de la muestra

p(s) = p1(s1)p2(s2) · · ·ph(sh)
3En inglés Stratified Sampling (ST).
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El número de elementos en el estrato h es denotado Nh el cual se asume conocido.
El total poblacional para una característica Y puede ser obtenido como:

t =
∑

U

yk =
H∑

h=1

th

dónde th =
∑

Uh
yk es el total de la variable Y en el estrato h.

En muestreo estratificado, el π estimador para el total poblacional puede escribirse
como:

t̂π =

H∑

h=1

t̂hπ (2.12)

dónde t̂hπ es el estimador de th =
∑

uh
yk. La varianza y estimador de varianza

insesgado están dados respectivamente por

VST (t̂π) =
H∑

h=1

Vh(t̂hπ) (2.13)

V̂ST (t̂π) =

H∑

h=1

V̂h(t̂hπ) (2.14)

2.2.1 Muestreo Estratificado en SQD

Al incorporar el diseño de Cuestionario Dividido en el muestreo estratificado, el
estimador del total poblacional para el patrón p se puede escribir como

t̂(p)π =

H∑

h=1

t̂
(p)
hπ (2.15)

con varianza y varianza estimada dados respectivamente dadas por (2.16) y (2.17)

V
(p)
ST (t̂

(p)
π ) =

H∑

h=1

V
(p)
h (t̂

(p)
hπ ) (2.16)

V̂
(p)
ST (t̂

(p)
π ) =

H∑

h=1

V̂
(p)
h (t̂

(p)
hπ ) (2.17)
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2.2.2 Estimador MELI en Muestreo Estratificado

Considerando un cuestionario dividido en Q ≥ 2 subcuestionarios o módulos, bajo
un esquema de P posibles patrones. El interés es estimar el vector de totales pobla-
cionales ttt = (ttt1, ttt2, · · ·tttQ)

′

asociados a los Q módulos tal que ttt1 = (t1, t2, · · · , tJ1)
′

,
ttt2 = (t1, t2, · · · , tJ2)

′

, · · · , tttQ =
(
t1, t2, · · · , tJQ

)′
representan los totales poblacionales

de las variables o características en cada módulo (subcuestionario); J1 variables en
el módulo uno, J2 en el módulo dos, hasta JQ variables en el módulo Q tal que
J = J1 + J2 + · · ·+ JQ.

El π-estimador t̂tt
sq

π =
(
t̂tt
sq

π1, t̂tt
sq

π2, · · · t̂tt
sq

πQ

)′

para el total ttt bajo un diseño de muestreo
estratificado que incorpora la metodología de cuestionario dividido, se obtiene me-
diante la ecuación 2.6 de la sección 2.1.3:

t̂tt
sq

π = AAA
′

α

α =
(
t̂tt
(1)

π1 , t̂tt
(2)

π2 , t̂tt
(3)

π1 , · · · , t̂tt
(P )

πQ

)′

definido como un vector columna en bloques de dimen-

sión M × 1 de totales estimados t̂tt
(p)

πq que representan el total estimado en el patrón
p = 1, 2, · · · , P ordenado por el módulo q = 1, 2, · · · , Q con elementos t̂(p)πjq que rep-
resentan la estimación del total de la jq-ésima variable (j-ésima variable ordenada
por el módulo q) mediante el estimador de Horvitz–Thompson de acuerdo con la
ecuación 2.15 de la sección 2.2.1. Es decir, el π-estimador bajo el diseño de muestreo
estratificado incorporando el enfoque de cuestionario dividido.

Para calcular el estimador de totales bajo SQD con el estimador MELI, la matriz
en bloques AAA′ de dimensión Q×M está dada por

AAA
′

=
(
WWW

′

VVV−1WWW
)−1

WWW
′

VVV−1 (2.18)

con WWW una matriz en bloques de dimensión M × Q con elementos (bloques) 111 en
la posición (m, q), si el m − ésimo elemento en α es una estimación del total en el
patrón ttt(p)q y 000 en otro caso; m = 1, . . . ,M y q = 1, . . . ,Q.

La matriz de varianza–covarianza VVV de dimensión M×M esta dada por

VVV =




V̂
(1)

1 0 · · · 0 · · · 0

0 V̂
(2)

2 · · · 0 · · · 0

0 0 . . . ...
...

...
...

... · · · V̂
(p)

q · · · 0

0 0 · · · 0 . . . 0

0 0 · · · 0 · · · V̂
(P )

Q




(2.19)
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Los elementos V̂
(p)

q de VVV de tamaño g(j) × g(j)(sección 1.4) corresponden a matrices
de varianzas y covarianzas de los totales de las jq variables asociadas al módulo q
en el patrón p estimada bajo el diseño de muestreo estratificado; es decir, se tienen
varianzas de la forma dada por la ecuación 2.17 de la sección 2.2.1. Nótese que
los tamaños de los elementos V̂

(p)

q pueden ser diferentes entre sí según el número
de características asignadas al patrón p denotado por g(p), así por ejemplo en el
patrón 1 se tienen J1 características por lo que el elemento V̂

(1)

1 es de dimensión

J1 × J1 mientras que la dimensión de V̂
(P )

Q será mucho mayor ya que en este patrón

la cantidad de características será mayor, tal como ocurre con los elementos V̂
(3)

1 y

V̂
(3)

1,2 del patrón 3 en la ecuación 2.9.

2.2.3 Diseño EST–MAS

Teniendo en cuenta un diseño de Muestreo Aleatorio Simple sin reemplazo en todos
los estratos (diseño EST–MAS ) el estimador de Horvitz–Thompson para el total
poblacional toma la forma

t̂π =
H∑

h=1

NhY sh (2.20)

con Y sh =
∑

sh

yk
nh

y varianza dada por

VSTSI(t̂π) =

H∑

h=1

N2
h

1− fh
nh

S2
yuh

(2.21)

dónde fh =
nh

Nh
es la fracción muestral en el estrato h y la varianza del estrato

S2
Y uh

=
1

Nh − 1

∑
uh
(yk − Y uh

)2 ; dónde Y uh
=
∑

uh

yk
Nh

.

Un estimador insesgado para la varianza esta dado por

V̂STSI(t̂π) =
H∑

h=1

N2
h

1− fh
nh

S2
ysh

(2.22)

dónde S2
ysh

=
1

nh − 1

∑
sh
(yk − Y sh)

2 es la varianza muestral en el estrato h.
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Diseño EST–MAS en SQD

Al incorporar un diseño de cuestionario dividido en el diseño EST–MAS, para el
patrón p el π-estimador dado en (2.20) toma la forma

t̂(p)π =
H∑

h=1

NhY
(p)

sh (2.23)

dónde Y
(p)

sh =
1

n
(p)
h

∑
k∈sh(p) yk =

1

n
(p)
h

∑
sh(p) yk representa el promedio muestral en el

estrato h y el patrón p.
Con estimador de varianza

V̂ (p)(t̂(p)π ) =
H∑

h=1

N2
h

1− f
(p)
h

n
(p)
h

(
S2
ysh

)(p) (2.24)

dónde f
(p)
h =

n
(p)
h

Nh

y
(
S2
ysh

)(p)
=

1

n
(p)
h − 1

∑
s
(p)
h

(y
(p)
i − Y

(p)

sh
)2 son respectivamente la

fracción muestral y la varianza muestral en el estrato h y el patrón p.

Estimador MELI en Muestreo EST–MAS

Los totales ttt1 = (t1, t2, · · · , tJ1)
′

, ttt2 = (t1, t2, · · · , tJ2)
′

, · · · , tttQ =
(
t1, t2, · · · , tJQ

)′

representan los totales poblaciones de las variables en cada módulo (subcuestionario)
con J = J1 + J2 + · · ·+ JQ. Así, el π-estimador para el vector de totales bajo diseño

EST–MAS t̂tt
sq

π =
(
t̂tt
sq

π1, t̂tt
sq

π2, · · · t̂tt
sq

πQ

)′

para el vector de totales poblacionales ttt que
incorpora la metodología de cuestionario dividido, se obtiene mediante la ecuación
2.6 de la sección 2.1.3, es decir:

t̂tt
sq

π = AAA
′

α

24



2.3 Muestreo Con Reemplazo

De acuerdo con con la teoría clásica de muestreo Särndal et al. (1992), el estimador de
Hansen y Hurwitz insesgado para el total poblacional t =

∑
U yki llamado estimador

pwr4, puede escribirse como:

t̂pwr =
1

m

m∑

i=1

yki
pki

(2.25)

dónde ki es el elemento seleccionado en la i-ésima extracción, i = 1, · · ·m. Con
varianza dada por

V (t̂pwr) =
1

m

∑

U

(
yk
pk

− t

)2

pk (2.26)

y estimador de varianza insesgado

V̂ (t̂pwr) =
1

m(m− 1)

m∑

i=1

(
yki
pki

− t̂pwr

)2

pk (2.27)

A continuación se generaliza la forma del estimador de Hansen y Hurwitz para el
total poblacional incorporando la metodología de de diseño de cuestionario dividido
en los principales diseños de muestreo aleatorio con reemplazo.

2.3.1 Muestreo Aleatorio Simple con Reemplazo

Bajo el diseño de Muestreo Aleatorio Simple con Reemplazo5, se asigna la misma

probabilidad de selección
1

Nm
a cada muestra ordenada os = (k1, . . . , ki, . . . , km)

dónde ki es el elemento seleccionado en la i-ésima extracción, i = 1, · · ·m.

Bajo la misma probabilidad de selección pki =
1

N
, el estimador para el total pobla-

cional t =
∑

U yk toma la forma

t̂pwr = NȲos (2.28)

dónde Ȳos es la media muestral ordenada, incluyendo elementos repetidos:

Ȳos =
1

m

m∑

i=1

yki (2.29)

Definiendo la varianza muestral ordenada como
4pwr se refiere a p-expandido con reemplazo.
5Simple Random Sampling with Replacement (SIR).
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S2
os =

1

m− 1

m∑

i=1

(yki − Ȳos)
2 (2.30)

La varianza del estimador está dada por

VSIR(t̂pwr) =
N(N − 1)

m
S2
yu (2.31)

con estimador de varianza insesgado

V̂SIR(t̂pwr) =
N(N − 1)

m
S2
os (2.32)

2.3.2 Muestreo Aleatorio Simple con Reemplazo en SQD

Al incorporar un diseño de cuestionario dividido en el diseño de muestreo aleatorio
simple con reemplazo, el estimador de Hansen y Horvitz para el total poblacional
en el patrón p basado en la ecuación 2.28 de la sección anterior toma la forma:

t̂(p)pwr = NȲ (p)
os (2.33)

dónde Ȳ
(p)
os es la media muestral en el patrón p, tal que

Ȳ (p)
os =

1

m(p)

m(p)∑

i=1

y
(p)
ki (2.34)

El estimador de varianza toma la forma

V̂
(p)
SIR(t̂

(p)
pwr) =

N(N − 1)

m(p)
(S2

os)
(p) (2.35)

con varianza muestral ordenada

(S2
os)

(p) =
1

m(p) − 1

m(p)∑

i=1

(y
(p)
ki − Ȳ (p)

os )2 (2.36)
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2.4 Diseño PPT

En el diseño PPT el muestreo es con reemplazo y la probabilidad pk proporcional a
una variable auxiliar xk. pk ∝ xk para x1, . . . , xN . Es decir,

pk =
xk∑
u xk

; k = 1, · · · , N (2.37)

Sea la muestra ordenada os = (k1, . . . , kN). Bajo este diseño, el estimador para el
total poblacional t =

∑
u yk esta dado por

t̂pwr =
1

m

m∑

i=1

yki
pki

=

(∑

u

xk

)
1

m

m∑

i=1

yki
xki

(2.38)

Es decir, el total conocido
∑

u xi multiplicado por la media muestral ordenada de
las razones

yki
xki

.

Un estimador insesgado para la varianza esta dado por

V̂
(
t̂pwr

)
=

(∑

u

xk

)2
1

m (m− 1)




m∑

i=1

(
yki
xki

)2

− 1

m

(
m∑

i=1

yki
xxi

)2

 (2.39)

2.4.1 Diseño PPT en SQD

Al incorporar una estructura de cuestionario dividido en el diseño PPT, para el
patrón p el estimador pwr toma la forma:

t̂(p)pwr =

(∑

u

xk

)
1

m(p)

m(p)∑

i=1

(
yki
xki

)(p)

(2.40)

Con estimador para la varianza dado por

V̂ (p)
(
t̂(p)pwr

)
=

[(∑

u

xk

)]2
1

m(p) (m(p) − 1)

×



m(p)∑

i=1

(
yki
xki

)2

− 1

m(p)




m(p)∑

i=1

yki
xki




2
 (2.41)

Una vez definido la forma del estimador de Hansen y Hurwitz para el diseño de
muestreo aleatorio simple con reemplazo y el diseño PPT, es de resaltar que para
aplicar la metodología de cuestionario dividido es necesario que los individuos sean
asignados a los patrones de forma única (mutuamente excluyentes).
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2.4.2 Estimador MELI en Muestreo con Reemplazo

Considerando un cuestionario inicial formado por J variables el cual puede ser di-
vidido en Q subcuestionarios (Q ≥ 2) o módulos bajo un esquema de P patrones.
El interés se centra en estimar el vector de totales poblacionales ttt = (ttt1, ttt2, · · · tttQ)

′

asociados a los Q módulos.

Los totales ttt1 = (t1, t2, · · · , tJ1)
′

, ttt2 = (t1, t2, · · · , tJ2)
′

, · · · , tttQ =
(
t1, t2, · · · , tJQ

)′

representan los totales poblacionales de las característica en cada módulo, J1 ca-
racterísticas en el módulo uno, J2 en el módulo dos, hasta JQ características en el
módulo Q tal que con J = J1 + J2 + · · ·+ JQ.

El pwr-estimador t̂tt
sq

pwr =
(
t̂tt
sq

pwr1, t̂tt
sq

pwr2, · · · t̂tt
sq

pwrQ

)′

para el total ttt bajo un diseño de
muestreo con reemplazo que incorpora la metodología de cuestionario dividido, se
obtiene mediante:

t̂tt
sq

pwr = AAA
′

α (2.42)

Este estimador combina óptimamente las estimaciones de totales t̂tt
(i)

pwrq que rep-
resentan el total estimado en el patrón p = 1, 2, · · · , P ordenado por el módulo

q = 1, 2, · · · , Q. α =
(
t̂tt
(1)

pwr1
, t̂tt

(2)

pwr2
, t̂tt

(3)

pwr1
, · · · , t̂tt(P )

pwrQ

)′

es un vector columna en blo-

ques de dimensión M× 1 cuyos elementos t̂tt
(p)

pwrq están formados con elementos t̂(p)pwrjq

que representan la estimación del total de la jq-ésima variable (j-ésima variable or-
denada por el módulo q) mediante el pwr-estimador. Es decir, la estimación del
total poblacional de la jq-ésima variable bajo el diseño de muestreo, que estará dado
por la ecuación 2.33 de la sección 2.3.2 para el diseño de muestreo aleatorio simple
con reemplazo, ó la ecuación 2.40 de la sección 2.4.1 para el diseño PPT.

Para calcular el estimador de totales bajo SQD, AAA′ es una matriz de factores com-
puestos (Rao 1973, pág. 60) o matriz en bloques de dimensión Q×M dada por

AAA
′

=
(
WWW

′

VVV−1WWW
)−1

WWW
′

VVV−1 (2.43)

con WWW una matriz en bloques de dimensión M × Q con elementos (bloques) 111 en
la posición (m, q), si el m − ésimo elemento en α es una estimación del total en el
patrón ttt(p)q y 000 en otro caso; m = 1, . . . ,M y q = 1, . . . ,Q.

La matriz de varianza–covarianza estimada VVV de dimensión M×M esta dada por
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VVV =




V̂
(1)

1 0 · · · 0 · · · 0

0 V̂
(2)

2 · · · 0 · · · 0

0 0 . . . ...
...

...
...

... · · · V̂
(p)

q · · · 0

0 0 · · · 0 . . . 0

0 0 · · · 0 · · · V̂
(P )

Q




(2.44)

Los elementos V̂
(p)

q en VVV son de tamaño g(p) × g(p) (sección 1.4) y corresponden a
matrices de varianzas y covarianzas de los jq totales estimados asociadas al módulo
q en el patrón p estimada bajo el diseño de muestreo que se esté considerando
(SIR, PPT). Una alternativa simplista puede ser la omisión de covarianzas, es decir,

asumir covarianzas cero, de tal forma que elementos V̂
(p)

q corresponden a matrices de
varianzas en la diagonal y cero por fuera de esta. Es de señalar, que este impacto el
cual está fuera del alcance de este trabajo no ha sido medido sobre la estimación final
del vector de totales poblacionales ttt. Los tamaños de los elementos V̂

(p)

q pueden ser
diferentes entre sí según el número de características asignadas al patrón p denotado
por g(p), así por ejemplo en el patrón 1 se tienen J1 características por lo que el
elemento V̂

(1)

1 es de dimensión J1 × J1 mientras que la dimensión de V̂
(P )

Q será
mucho mayor ya que en este patrón la cantidad de características será mayor, tal
como ocurre con los elementos V̂

(3)

1 y V̂
(3)

1,2 del patrón 3 en la ecuación 2.9.
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2.5 Muestreo en dos etapas

La población de elementos U = {1, . . . , k, . . . , N} es particionada enNI unidades pri-
marias de muestreo (UPM’s) denotadas U1, · · · , Ui, · · · , UNi. El conjunto de UPM’s
es denotado por UI = {1, · · · , i, · · · , Ni}. El tamaño o número de elementos en
Ui es denotado Ni y tenemos que N =

∑
Ui
Ni. En el muestreo en dos etapas el

π–estimador puede escribirse como:

t̂π =
∑

S1

t̂iπ
π1i

(2.45)

donde t̂iπ es el π–estimador de ti con respecto a la segunda etapa. La varianza de
t̂π se puede escribir como la suma de dos componentes 6,

V2st = VUPM + VUSM

(2.46)

=
∑∑

UI

∆Iij
ti
πIi

tj
πIj

+
∑

Ui

Vi

πIi

con

Vi =
∑∑

Ui

∆kl|i
yk
πk|i

yl
πl|i

(2.47)

donde ti representan los de totales en las UPM. Un estimador insesgado de V2st está
dado por

V̂2st = V̂UPM + V̂USM

(2.48)

=
∑∑

SI

∆̌Iij
t̂iπ
πIi

t̂jπ
πIj

−
∑

SI

1

πIi

(
1

πIi

− 1

)
V̂I +

∑

Si

V̂i

π2
Ii

y estimador insesgado

V̂i =
∑∑

Si

∆̌kl|i
yk
πk|i

yl|i
πl|i

(2.49)

donde t̂iπ representan las estimaciones de los totales en las UPM.

6

• UPM: unidades primarias de muestreo

• USM: unidades secundarias de muestreo
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2.5.1 Diseño MAS–MAS

El diseño bietápico MAS–MAS consiste en aplicar muestreo aleatorio simple en
ambas etapas. En la primera etapa se selecciona una muestra aleatoria simple SI de
tamaño nI de NI conglomerado y posteriormente en la segunda etapa para i ∈ SI se
selecciona una muestra aleatoria simple de tamaño ni de Ni elementos del i–ésimo
conglomerado. Bajo este diseño el π–estimador del total poblacional t =

∑
U yk se

puede escribir como

t̂π =
NI

nI

∑

SI

NiȲSi =
NI

nI

∑

SI

t̂iπ (2.50)

con

t̂iπ =
Ni

ni

∑

Si

yk = NiȲSi

La varianza esta dada por

V2st

(
t̂π
)
= N2

I

1− fI
nI

S2
IUI

+
NI

nI

∑

UI

N2
i

1− fi
ni

S2
yU i (2.51)

donde fI =
nI

NI
; fi =

ni

Ni
,

S2
IUI

=
1

NI − 1

∑

UI

(ti − t̄UI
)2

es la varianza en Ui de los totales en los conglomerados ti, con t̄UI
=

∑
Ui
ti

NI
y

S2
yUI

=
1

Ni − 1

∑

Ui

(
yk − ȲUi

)2

con ȲUi
=

∑
Ui
yk

Ni
.

El estimador insesgado de la varianza esta dado por

V̂2st

(
t̂π
)
= N2

I

1− fI
nI

S2
ISI

+
NI

nI

∑

SI

N2
i

1− fi
ni

S2
ySi

(2.52)

donde

S2
ISI

=
1

nI − 1

∑

SI

(
t̂iπ − ¯̂tiπ

)2

es la varianza en SI de los totales estimados en los conglomerados t̂iπ

t̂iπ =
Ni

ni

∑

Si

yk = NiȲSi
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con ¯̂tiπ =

∑
SI
t̂iπ

nI

. Además, se tiene que

S2
ySi

=
1

ni − 1

∑

Si

(
yk − ȲSi

)2

donde ȲSi
=

∑
Si
yk

ni
.

2.5.2 Diseño MAS–MAS en SQD

Al incorporar la estructura de cuestionario dividido al diseño MAS–MAS las esti-
maciones para el total poblacional y la varianza en el patrón p se definen por las
ecuaciones 2.53 y 2.54 respectivamente:

t̂(p)π =
NI

n
(p)
I

∑

S
(p)
I

N
(p)
i Ȳ

(p)
Si =

NI

n
(p)
I

∑

S
(p)
I

t̂
(p)
iπ (2.53)

con

t̂
(p)
iπ =

N
(p)
i

n
(p)
i

∑

S
(p)
i

y
(p)
k = N

(p)
i Ȳ

(p)
Si

y

V̂
(p)
2st

(
t̂π
)
= N2

I

1− f
(p)
I

n
(p)
I

(
S2
ISI

)(p)
+

NI

n
(p)
I

∑

S
(p)
I

(
N2

i

)(p) 1− f
(p)
i

n
(p)
i

(
S2
yS i

)(p) (2.54)

donde

(
S2
ISI

)(p)
=

1

n
(p)
I − 1

∑

SI(p)

(
t̂
(p)
iπ − ¯̂t

(p)
iπ

)2

es la varianza en cada patrón p, S(p)
I de los totales estimados en los conglomerados

t̂
(p)
iπ

t̂
(p)
iπ =

N
(p)
i

n
(p)
i

∑

S
(p)
i

y
(p)
k = N

(p)
i Ȳ

(p)
Si

con ¯̂t
(p)
iπ =

∑
S
(p)
I

t̂
(p)
iπ

n
(p)
I

. Además, se tiene que

(
S2
ySi

)(p)
=

1

n
(p)
i − 1

∑

Si(p)

(
y
(p)
k − Ȳ

(p)
Si

)2
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donde Ȳ
(p)
Si

=

∑
S
(p)
i

y
(p)
k

n
(p)
i

.

2.5.3 Estimador MELI en Muestreo MAS–MAS

Considérese un cuestionario conformado por J variables o características de tal
forma que puede ser dividido en Q subcuestionarios o módulos, bajo un esquema
de P patrones. El interés consiste en estimar el vector de totales poblacionales
ttt = (ttt1, ttt2, · · ·tttQ)

′

asociados a las Q módulos.

Los totales ttt1 = (t1, t2, · · · , tJ1)
′

, ttt2 = (t1, t2, · · · , tJ2)
′

, · · · , tttQ =
(
t1, t2, · · · , tJQ

)′

representan los totales poblaciones de las variables en cada módulo (subcuestionario),
J1 variables en el módulo uno, J2 en el módulo dos, hasta JQ variables en el módulo
Q tal que con J = J1 + J2 + · · ·+ JQ.

El π-estimador t̂tt
sq

π =
(
t̂tt
sq

π1, t̂tt
sq

π2, · · · t̂tt
sq

πQ

)′

para el total ttt bajo un diseño de muestreo
estratificado que incorpora la metodología de cuestionario dividido, se obtiene me-
diante la ecuación 2.6 de la sección 2.1.3, es decir:

t̂tt
sq

π = AAA
′

α (2.55)

El vector α =
(
t̂tt
(1)

π1 , t̂tt
(2)

π2 , t̂tt
(3)

π1 , · · · , t̂tt
(P )

πQ

)′

definido como un vector columna en bloques

de dimensión M× 1 de totales estimados t̂tt
(p)

πq que representan el total estimado en el
patrón p = 1, 2, · · · , P ordenado por el módulo q = 1, 2, · · · , Q con elementos t̂(p)πpq

que representan la estimación del total de la jq-ésima variable mediante el estimador
de Horvitz–Thompson de acuerdo con la ecuación 2.53 de la sección 2.5.2. Es decir,
el π-estimador bajo el diseño de muestreo MAS–MAS incorporando el enfoque de
cuestionario dividido.

Para calcular el estimador de totales bajo SQD, la matriz en bloques AAA′ de dimensión
Q×M está dada por

AAA
′

=
(
WWW

′

VVV−1WWW
)−1

WWW
′

VVV−1 (2.56)

con WWW una matriz en bloques de dimensión M × Q con elementos (bloques) 111 en
la posición (m, q), si el m − ésimo elemento en α es una estimación del total en el
patrón ttt(p)q y 000 en otro caso; m = 1, . . . ,M y q = 1, . . . ,Q.

La matriz de varianza–covarianza estimada VVV de dimensión M×M esta dada por
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VVV =




V̂
(1)

1 0 · · · 0 · · · 0

0 V̂
(2)

2 · · · 0 · · · 0

0 0 . . . ...
...

...
...

... · · · V̂
(p)

q · · · 0

0 0 · · · 0 . . . 0

0 0 · · · 0 · · · V̂
(P )

Q




(2.57)

Los elementos V̂
(p)

q deVVV de tamaño g(j)×g(j)(sección 1.4) corresponden a las matrices
de varianzas y covarianzas de los totales de las jq variables asociadas al módulo q
en el patrón p estimada bajo el diseño de muestreo MAS–MAS; es decir, se tienen
varianzas de la forma dada por la ecuación 2.54 de la sección 2.5.2. Los tamaños de
los elementos V̂

(p)

q pueden ser diferentes entre sí según el número de características
asignadas al patrón p denotado por g(p), así por ejemplo en el patrón 1 se tienen
J1 características por lo que el elemento V̂

(1)

1 es de dimensión J1 × J1 mientras

que la dimensión de V̂
(P )

Q será mucho mayor ya que en este patrón la cantidad de

características será mayor, tal como ocurre con los elementos V̂
(3)

1 y V̂
(3)

1,2 del patrón
3 en la ecuación 2.9.

Nótese que los elementos V̂
(p)

q de VVV involucran covarianzas basadas en el diseño de
muestreo MAS–MAS, por lo que es necesario considerar la forma matemática de
la misma; la opción de omisión; así como los posibles impactos tanto en el proce-
samiento de información (requerimientos de computo) como en los resultados finales,
es decir la estimación del total ttt que proviene del estimador MELI bajo SQD.

Es de señalar que la medición de estos impactos no están en el alcance de este
trabajo, y no se realizaron debido al gran esfuerzo y tiempo que implican el diseño de
escenarios propicios para su medición, la programación de los algoritmos (desarrollo
de scripts, funciones y demás) y la ejecución de los mismos.
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2.6 Estimador alternativo

En esta sección se presenta un enfoque alterno o estimador alternativo que podría us-
arse para la estimación de totales poblacionales basado en un estimador de regresión
y hace uso de la metodología Jackknife para la estimación de varianza.

2.6.1 Estimador en dos fases

De acuerdo con Chipperfield & Steel (2009) y basado en el esquema de patrones de
la tabla 1.2 de la sección 1.3.3 con dos características Y1 y Y2. Un diseño en dos fases
involucra seleccionar7 n(3) unidades mediante muestreo aleatorio simple y recoger la
información de ambas características Y1 y Y2; y seleccionar n(1) unidades y recoger
información unicamente de la característica Y1, en este caso se tiene n(1) > 0, n(2) = 0
y n(3) > 0. La función de costo queda definida como C = c0n+ c(1)n(1) + c(3)n(3).

Nótese lo flexible que puede ser un diseño de cuestionario dividido en comparación
con el diseño en dos fases. Al excluir el segunto patrón en el diseño SQD (lado
derecho de la tabla 2.1) se podría obtener obtener el esquema del diseño en dos fases
(lado izquierdo de la tabla). Bajo este razonamiento podría tratarse un diseño en
dos fases como un caso particular del diseño de cuestionario dividido.

Dos fases

⇐⇒

SQD
Patrón Y1 Y2 n(j) s(j) Patrón Y1 Y2 n(j) s(j)

1 X n(1) s(1) 1 X n(1) s(1)

3 X X n(3) s(3) 2 X n(2) s(2)

3 X X n(3) s(3)

Tabla 2.1: Comparacion: diseño en dos fases y SQD.

Bajo el diseño en dos fases el estimador de totales poblaciones de la característica

Y1 esta dado por Ŷ1
(tp)

= Ŷ1
(13)

donde Ŷ
(13)
1 =

N

n(13)

∑
k∈s(13) yjk con varianza dada

por V
(
Ŷ1

(tp)
)
= V

(13)
1 donde V

(13)
1 =

N2

n(13)
S2
1 .

De acuerdo con (Sitter 1997), el estimador de regresión en dos fases para la carac-
terística Y2 está dado por Ŷ2

(tp)
= Ŷ2

(3)
+ B̂

(
Ŷ1

(13) − Ŷ1
(3)
)
con varianza linealizada

dada por V
(
Ŷ2

(tp)
)
=

N2

n(13)
S2
2 +

N2

n(3)
S2
2·1

(
1− n(3)

n(13)

)
, donde el coeficiente B̂ =

S12

S2
1

7De forma análoga se puede seleccionar n(3) unidades mediante muestreo aleatorio simple y
recoger la información de ambas características Y1 y Y2; y seleccionar n(2) unidades y recoger
información unicamente de la característica Y2. En este caso se tendría n(1)

= 0, n(2) > 0 y
n(3) > 0.
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es el cociente entre la covarianza de las características uno y dos y la varianza de

la característica uno; con S2
2·1 = S2

2 (1− ρ2) y ρ =
S12

S1S2
. El estimador en dos fases

es típicamente usado cuando c(1) es significativamente menor que c(2) y cuando ρ es
grande (Cochran 1977).

En esta sección se trató las características Y1 y Y2 como los totales poblacionales a
estimar asociados a las variables y1 y y2 bajo un diseño de muestreo aleatorio simple
ignorando el factor de corrección de población finita de acuerdo con Chipperfield
& Steel (2009). Sin embargo, en la siguiente sección se amplía este enfoque a un
diseño de cuestionario dividido con Q = 2 subcuestionarios o módulos considerando
el diseño de muestreo aleatorio simple siguiendo la teoría clásica de muestreo de
acuerdo con Särndal, Swensson & Wretman (1992). Cabe aclarar que al referirnos a
un estimador en dos fases dicho nombre está relacionado con la forma del estimador
en sí el cual se explica en secciones posteriores y no obedece a la aplicación de un
diseño en dos fases.

2.6.2 Estimador en dos fases bajo MAS y Q=2 módulos

De acuerdo con la sección anterior y considerando un cuestionario completo de J
variables de interés el cual puede ser dividido en dos subcuestionarios o módulos
Q1 y Q2 con J1 y J2 variables respectivamente, tal que J = J1 + J2. Un diseño en
dos fases implicaría seleccionar8 n(3) unidades mediante muestreo aleatorio simple
y recoger la información en simultaneo de las J1 y J2 variables asociadas a los
módulos Q1 y Q2 respectivamente. Adicionalmente se debe seleccionar n(1) unidades
y recoger información unicamente de las J1 variables asociadas al módulo Q1, en
este caso se tiene n(1) > 0, n(2) = 0 y n(3) > 0 con función de costo definida por
C = c0n + c(1)n(1) + c(3)n(3) (ver la parte derecha de la tabla 2.2).

Dos fases

⇐⇒

SQD
Patrón Q1 Q2 n(j) s(j) Patrón Q1 Q2 n(j) s(j)

1 X n(1) s(1) 1 X n(1) s(1)

3 X X n(3) s(3) 2 X n(2) s(2)

3 X X n(3) s(3)

Tabla 2.2: Analogía entre diseño en dos fases y SQD con Q = 2.

8De forma análoga se puede seleccionar n(3) unidades mediante muestreo aleatorio simple y
recoger la información de las características en los módulos Q1 y Q2; y seleccionar n(2) unidades
y recoger información unicamente del módulo Q2. En este caso se tendría n(1)

= 0, n(2) > 0 y
n(3) > 0.
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El objetivo inicial consiste en estimar el total poblacional de las J1 variables del
módulo Q1, esto es, estimar ttt1 = (t1, t2, · · · , tJ1)

′

mediante el estimador en dos fases

que puede escribirse como ttt(tp)1 =
(
t
(tp)
1 , t

(tp)
2 , · · · , t(tp)J1

)′

. Nótese que en el esquema
de patrones de la tabla 2.2 el módulo uno está en los patrones uno y tres; por lo que
dicho estimador estará dado por:

t̂tt
(tp)

1 = t̂tt
(13)

π1 (2.58)

con elementos t̂
(13)
πj , para j = 1, 2, · · ·J1 que representan el total estimado para la

variable j; dados por t̂(13)πj =
N

n(13)

∑
k∈s(13) yjk los cuales equivalen al total estimado

bajo el diseño MAS para la variable j en la muestra s(13); estas son estimaciones de
la forma dados por la ecuación 2.4.

La varianza estimada para el estimador de totales en el módulo Q1 se define como:

V̂
(
t̂tt1

(tp)
)
= V̂VV

(13)

1 (2.59)

donde V̂VV
(13)

1 = V̂VV
(13)

SI

(
t̂tt
(13)

π1

)
representa la matriz de varianzas y covarianzas estimadas

bajo el diseño de muestreo aleatorio simple sin reemplazo (MAS); cuyos elementos
en el caso de las varianzas estimadas asociadas a las J1 características del módulo

Q1 son de la forma de la ecuación 2.5, es decir, V̂
(13)

1

(
t̂
(13)
πj

)
= N21− f (13)

n(13)
S2
yj(13)

.

El estimador en dos fases para el total poblacional ttt2 = (t1, t2, · · · , tJ2)
′

del módulo
Q2 bajo el diseño se estima mediante

t̂tt
(tp)

2 = t̂tt
(tp)

π2 (2.60)

Usando el estimador de regresión (Sitter 1997) se obtiene la forma de los elementos

t̂
(tp)

πj de t̂tt
(tp)

π2 =
(
t̂
(tp)
π1 , t̂

(tp)
π2 , · · · , t̂(tp)πJ2

)′

con j = 1, · · · , J2 tal que:

t̂
(tp)

πj = t̂
(3)

πj +

J1∑

j′=1

β̂
(3)

jj′
Dj′ (2.61)

donde Dj
′ = t̂

(13)

j′
− t̂

(3)

j′
con j

′

= 1, · · · , J1 representa la diferencia entre el total de
la variable j

′ del módulo Q1 en la muestra s(13) y el total de la misma variable del
mismo módulo pero en la muestra s(3).
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Para determinar la forma de los elementos β̂
(3)

jj′
en la ecuación 2.61, seguimos el

enfoque de Särndal, Swensson & Wretman (1992). Para tal fin nótese la similitud
de 2.61 con la ecuación 6.4.1 del capítulo seis. En términos de teoría de regresión para

estimar el vector β̂ββ
(3)

j =
(
β̂
(3)
j1 , β̂

(3)
j2 , · · · , β̂

(3)
jJ1

)′

siguiendo el resultado de la ecuación

6.4.2 del autor donde xxxk = (x1k, x2k, · · · , xJ1k)
′

B̂BB =

∑
sxxxkyk/πkσ

2
k∑

sxxxkxxx
′

k/πkσ2
k

(2.62)

El cual bajo un modelo homocedástico hace que σ2
k = σ2 , entonces 2.62 se simplifica

a:

B̂BB =

∑
sxxxkyk/πk∑
sxxxkxxx

′

k/πk

(2.63)

Al incorporar el resultado 2.63 al estimador en dos fases se obtienen los elementos
β̂
(3)

jj′
, j ′

= 1, · · · , J1 del el estimador de parámetros β̂ββ
(3)

j para estimar el total t̂(tp)πj ,
con j = 1, · · · , J2.

β̂
(3)

jj′
=

∑
s(3) yj′1k

yj2k/πk∑
s(3) y

2
j
′

1k

/πk

(2.64)

donde yj′1k representa las observaciones (valores yk) de la j
′-ésima variable del cues-

tionario uno y yj2k son las observaciones de la j-ésima variable del cuestionario dos.

Por otro lado, Royall & Cumberland (1978) muestran que bajo un marco de trabajo
basado en modelos, el estimador de varianza Jackknife es asimtóticamente equiva-
lente a un estimador de varianza robusto. Aunque su desempeño es similar al de un
estimador de tipo Bootstrap tal como lo muestran autores como Kovar, Rao & Wu
(1988) y Sitter (1992b), el estimador Bootstrap no muestra las propiedades condi-
cionales superiores del estimador Jackknife el cual funciona bien incluso cuando el
supuesto de varianza constante en el modelo no es válido (Sitter 1997).

Por consiguiente, para la estimación de la varianza se plantea un enfoque Jack-
knife con estimador de varianza para el total estimado en el módulo Q2 dado por
V̂
(
t̂tt
(tp)

2

)
= V̂ℑ

(
t̂tt
(tp)

π2

)
tal que:

V̂ℑ

(
t̂tt
(tp)

π2

)
=

n(3) − 1

n(3)

n(3)∑

a=1

([
t̂tt
(tp)

π2

]
a
− t̂tt

(tp)

π2

)2
(2.65)
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donde
[
t̂tt
(tp)

π2

]
a
son totales generados a partir de

[
t̂tt
(tp)

π2

]
excluyendo el elementos a,

para a = 1, · · · , n(3) y t̂tt
(tp)

π2 es el vector de totales estimados del módulo Q2.

Nótese que t̂tt
(tp)

π2 es un vector de dimensión J2×1 con elementos t̂(tp)πj con j = 1, · · · , J2

dados por la ecuación 2.61. Así, para generar
[
t̂tt
(tp)

π2

]
a
se debe excluir el elemento

a del total estimado de cada variable j en la muestra s(3); es decir, el nuevo total
estimado en dos fases para la variable j tiene la forma:

t̂
(tp)

πj =
[
t̂
(3)

πj

]
a
+

J1∑

j′=1

[
β̂
(3)

jj′

]
a
Dj′ (2.66)

donde
[
β̂
(3)

jj′

]
se estima bajo la forma de la ecuación 2.64 previa exclusión del elemento

a en las variables yj′1k y yj2k de la muestra s(3).
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Capítulo 3

Simulación y Aplicación

3.1 Simulación

A continuación se muestran los resultados obtenidos mediante un proceso de simu-
lación teniendo en cuenta diferentes diseños de muestreo para los cuales se realizó
la estimación de parámetros del total poblacional y la varianza bajo tres tipos de
estimadores. Bajo el diseño de muestreo tradicional las estimaciones se hicieron
mediante el π-estimador mientras que bajo la metodología de diseño de cuestionario
dividido las estimaciones se realizaron mediante el mejor estimador lineal insesgado
(sección 1.3.3). y el estimador simple (sección 1.3.2).

Para la simulación se tuvo en cuenta diferentes combinaciones en la cantidad de
módulos o subcuestionarios y patrones: Q = 2, 3, 4 módulos y P = 3, 7, 15 patrones
respectivamente. En cada cuestionario se simularon variables de las distribuciones
Bernoulli, Poisson y Normal; sumando en total un máximo de 30 variables en total.

En cada escenario de simulación se estimaron los parámetros correspondientes al
total y la varianza, realizando la comparación de los resultados obtenidos mediante
el sesgo relativo (3.1) y el coeficiente de variación (3.2).

B
(
θ̂
)
=

∥∥∥θ −E
(
θ̂
)∥∥∥

θ
(3.1)

cv
(
θ̂
)
=

√
V
(
θ̂
)

E
(
θ̂
) (3.2)
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3.1.1 Escenario 1: Diseño MAS

En este escenario se consideró una población de tamaño N = 30.000 personas y
bajo el diseño de muestreo aleatorio simple se seleccionaron 10.000 muestras de
tamaño n = 0.15 × N , es decir el 15% del tamaño poblacional N . La estimación
de parámetros se realizó bajo la metodología tradicional del muestreo basado en el
diseño y bajo enfoque de cuestionario dividido SQD, véase las secciones 2.1.1 a 2.1.3.

Q = 2 módulos

Se construyó un cuestionario compuesto por 15 variables simuladas bajo las dis-
tribuciones Bernoulli, Poisson y Normal, el cual llamaremos cuestionario completo:

• xj ∼ Ber(p), p ∈ {0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0, 8, 0.9}; j = 1, . . . , 8

• xj′ ∼ Pois(λ), λ ∈ {18, 30, 42, 54, 66, 78, 90}; j′ = 1, . . . , 3

• xj′′ ∼ N(µ, σ2), µ > 0, σ > 0; j′′ = 1, . . . , 4

Bajo el diseño de muestreo aleatorio simple considerando la metodología tradicional
se realizaron las estimaciones del total y la varianza bajo el π-estimador se re-
alizaron tal como se muestra en la sección (2.1.1). Para incorporar la metodología
de cuestionario dividido se dividió el cuestionario completo en dos subcuestionarios
(módulos) con ocho y siete variables respectivamente:

• Módulo 1 con 8 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 2 con 7 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

El esquema de patrones usado se presenta en la tabla A.1 del anexo A.1 con vector
de tamaño muestral (n(1), n(2), n(3)) = (0.35, 0.35, 0.30)×n, es decir 35%, 35% y 30%
del tamaño de muestra original n. Las estimaciones de los parámetros se realizaron
mediante el estimador simple y el mejor estimador lineal insesgado, sección 2.1.3.
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En la tabla 3.1 se presentan los resultados de la simulación bajo los diferentes en-
foques. Al comparar los diferentes estimadores

(
t̂π, t̂

simple
π , t̂sqdπ

)
para el total pobla-

cional (t) podemos ver a través del sesgo relativo que la metodología de diseño de
cuestionario dividido es una muy buena alternativa tal como la metodología tradi-
cional usada en Särndal, Swensson & Wretman (1992).

Población Muestra

Variable t t̂π t̂simple
π t̂sqdπ

x1.bernoulli 11.993 11.995 11.994 11.991

x2.bernoulli 23.937 23.937 23.936 23.942

x3.bernoulli 8.877 8.881 8.882 8.878

x4.bernoulli 11.864 11.863 11.864 11.862

x5.poisson 540.969 540.958 540.953 540.943

x6.poisson 899.618 899.605 899.615 899.606

x7.normal 2.993.702 2.993.554 2.993.682 2.993.677

x8.normal 29.982.738 29.982.288 29.982.086 29.982.121

x9.bernoulli 14.917 14.918 14.919 14.919

x10.bernoulli 17.950 17.950 17.951 17.953

x11.bernoulli 20.914 20.912 20.914 20.918

x12.bernoulli 24.124 24.124 24.125 24.132

x13.poisson 1.258.016 1.258.049 1.258.054 1.258.040

x14.normal 7.497.212 7.497.174 7.497.154 7.497.149

x15.normal 24.838.598.912 24.838.569.871 24.838.558.934 24.838.551.939

Sesgo Relativo

B
(
t̂π
)

B
(
t̂simple
π

)
B
(
t̂sqdπ

)

0,02 0,00 0,01

0,00 0,00 0,02

0,05 0,06 0,01

0,01 0,00 0,02

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

0,01 0,01 0,02

0,00 0,01 0,02

0,01 0,00 0,02

0,00 0,01 0,03

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

Tabla 3.1: MAS, Q=2. Total estimado (izquierda) y Sesgo relativo (derecha, valores
en porcentaje).

Los valores estimados para cada una de las variables, t̂π, t̂simple
π y t̂sqdπ en la tabla

3.1 corresponden a un promedio de las 10.000 muestras simuladas. Así por ejemplo
para la vaiable x1.bernoulli el valor t̂π =

∑10.000
i=1 t̂iπ/10.000. En general para las

tablas 3.1, 3.3 y 3.4, los resultados de las estimaciones presentados provienen de las
10.000 replicas o muestras simuladas.

En la tabla 3.2 se presentan las tasas de cobertura de los estimadores de totales para
cada una de las características t̂∗πj las cuales en general son buenas y muy similares
para las diferentes metodologías aplicadas. Esta tasa representa el porcentaje de
veces que el estimador cae en el intervalo de confianza al 95% para el estimador del

total: t̂∗πj ± Z1−α/2

√
V̂
(
t̂∗πj
)
.
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Estimador

Variable t̂π t̂simple
π t̂sqdπ

x1.bernoulli 95,04 95,02 95,00

x2.bernoulli 95,28 95,02 95,14

x3.bernoulli 95,00 94,61 94,79

x4.bernoulli 94,90 95,04 95,04

x5.poisson 95,14 95,11 95,19

x6.poisson 95,47 94,89 94,94

x7.normal 94,89 94,89 94,90

x8.normal 95,17 95,20 95,10

x9.bernoulli 94,91 94,87 94,98

x10.bernoulli 95,40 94,99 94,92

x11.bernoulli 95,20 95,31 95,16

x12.bernoulli 94,85 94,95 95,03

x13.poisson 94,82 94,74 94,79

x14.normal 95,19 95,17 95,11

x15.normal 94,96 94,78 94,82

Tabla 3.2: MAS, Q=2. Tasa de cobertura, valores en porcentaje.

Varianza

Variable V̂
(
t̂π
)

V̂
(
t̂simple
π

)
V̂
(
t̂sqdπ

)

x1.bernoulli 41.870 68.505 68.998

x2.bernoulli 27.325 45.883 46.198

x3.bernoulli 35.051 57.226 57.682

x4.bernoulli 40.125 66.003 66.335

x5.poisson 3.054.888 5.034.249 5.058.528

x6.poisson 5.163.520 8.369.003 8.398.201

x7.normal 67.812.647 109.303.399 109.775.179

x8.normal 3.784.009.316 6.277.018.262 6.300.648.287

x9.bernoulli 43.175 68.573 69.089

x10.bernoulli 39.843 65.667 66.056

x11.bernoulli 36.646 58.476 59.031

x12.bernoulli 26.748 43.960 44.237

x13.poisson 7.247.244 11.600.747 11.639.119

x14.normal 39.087.722 62.777.836 62.816.985

x15.normal 17.161.338.450.376 28.223.879.716.930 28.348.715.860.740

Deff

V̂
(
t̂simple
π

)

V̂
(
t̂π
)

V̂
(
t̂sqdπ

)

V̂
(
t̂π
)

1,6 1,6

1,7 1,7

1,6 1,6

1,6 1,7

1,6 1,7

1,6 1,6

1,6 1,6

1,7 1,7

1,6 1,6

1,6 1,7

1,6 1,6

1,6 1,7

1,6 1,6

1,6 1,6

1,6 1,7

Tabla 3.3: MAS, Q=2. Varianza de los totales estimados.
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En el caso de la varianza del π-estimador (tabla 3.3), el sesgo relativo evidencia
excelentes resultados (tabla 3.4) reafirmando la viabilidad del uso de un diseño
de cuestionario dividido como opción a considerar en la fase del diseño muestral
en la aplicación de encuestas. Este argumento va en sentido con los resultados
proporcionados por el coeficiente de variación del estimador para el total poblacional
(tabla 3.5).

Muestra

Variable E
[
V̂
(
t̂π
)]

E
[
V̂
(
t̂simple
π

)]
E
[
V̂
(
t̂sqdπ

)]

x1.bernoulli 40.795 66.636 69.953

x2.bernoulli 27.415 44.785 46.978

x3.bernoulli 35.429 57.877 60.743

x4.bernoulli 40.643 66.391 69.694

x5.poisson 3.045.678 4.974.849 5.219.036

x6.poisson 5.104.468 8.335.878 8.744.363

x7.normal 67.606.832 110.434.564 115.849.308

x8.normal 3.830.811.868 6.257.637.791 6.564.588.638

x9.bernoulli 42.500 69.424 72.896

x10.bernoulli 40.857 66.739 70.070

x11.bernoulli 35.898 58.634 61.542

x12.bernoulli 26.776 43.731 45.880

x13.poisson 7.240.837 11.825.157 12.406.214

x14.normal 38.299.049 62.553.839 65.631.030

x15.normal 17.191.994.301.498 28.089.801.490.856 29.472.082.933.437

Sesgo Relativo

B
[
V̂
(
t̂π
)]

B
[
V̂
(
t̂simple
π

)]
B
[
V̂
(
t̂sqdπ

)]

2,57 2,73 1,38

0,33 2,39 1,69

1,08 1,14 5,31

1,29 0,59 5,06

0,30 1,18 3,17

1,14 0,40 4,12

0,30 1,03 5,53

1,24 0,31 4,19

1,56 1,24 5,51

2,54 1,63 6,08

2,04 0,27 4,26

0,10 0,52 3,71

0,09 1,93 6,59

2,02 0,36 4,48

0,18 0,48 3,96

Tabla 3.4: MAS, Q=2. Esperanza de varianza estimada (izquierda) y Sesgo relativo
(derecha, valores en porcentaje).

Debido a que los estimadores para el total y la varianza bajo el π-estimador son teóri-
camente insesgados, se esperaba el comportamiento presentado en el lado izquierdo
de la tabla 3.4 así como en la tabla 3.5. Los mejores resultados tanto para el sesgo
relativo como el coeficiente de variación se presentan para la metodología tradicional
de estimación del π-estimador seguido de la metodología de cuestionario dividido
por el estimador simple y el estimador MELI. Sin embargo, es de
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Variable cv
(
t̂π
)

cv
(
t̂simple
π

)
cv
(
t̂sqdπ

)

x1.bernoulli 1,68 2,15 2,21

x2.bernoulli 0,69 0,88 0,91

x3.bernoulli 2,12 2,71 2,78

x4.bernoulli 1,70 2,17 2,23

x5.poisson 0,32 0,41 0,42

x6.poisson 0,25 0,32 0,33

x7.normal 0,27 0,35 0,36

x8.normal 0,21 0,26 0,27

x9.bernoulli 1,38 1,77 1,81

x10.bernoulli 1,13 1,44 1,47

x11.bernoulli 0,91 1,16 1,19

x12.bernoulli 0,68 0,87 0,89

x13.poisson 0,21 0,27 0,28

x14.normal 0,08 0,11 0,11

x15.normal 0,02 0,02 0,02

Tabla 3.5: MAS, Q=2. Coeficiente de variación, valores en porcentaje.

Análisis de costo bajo simulación para Q = 2 módulos

En la tabla 3.6 se presenta un análisis del costo de la encuesta asumiendo un rubro
de $100 por pregunta realizada equivalentes a $1.500 por encuesta considerando el
cuestionario completo. Bajo la metodología tradicional del muestreo, la encuesta
tendría un costo de $6.750.000 mientras que bajo el esquema de patrones planteado
el costo sería de $4.387.500 representando un ahorro del 35% ($2.362.500).

Patrón p Q1 Q2 Tamaño Muestral Costo Marginal
1 X 1.575 $1.260.000
2 X 1.575 $1.102.500
3 X X 1.350 $2.025.000

n = 4.500

Tabla 3.6: Análisis de costos Q=2.

Q = 3 módulos

En este escenario de simulación se construyó un cuestionario compuesto por 22
variables simuladas bajo las distribuciones Bernoulli, Poisson y Normal (cuestionario
completo). Tanto la población N como el tamaño de muestra n son iguales al
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escenario para Q = 2 módulos y las estimaciones del total y la varianza bajo el
π-estimador se realizaron tal como se muestra en las sección 2.1.1. Los parámetros
de las diferentes variables se muestran a continuación:

• xj ∼ Ber(p), p ∈ {0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9}; j = 1, . . . , 11

• xj′ ∼ Pois(λ), λ ∈ {18, 30, 42, 54, 66, 78, 90}; j′ = 1, . . . , 5

• xj′′ ∼ N(µ, σ2), µ > 0, σ > 0; j′′ = 1, . . . , 6

Para incorporar el diseño de cuestionario dividido se dividió el cuestionario completo
en tres subcuestionarios (módulos) con ocho, siete y ocho variables respectivamente:

• Módulo 1 con 8 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 2 con 7 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 3 con 8 variables:

– xj ∼ Ber(p), j = 1, . . . , 3

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

El esquema de patrones usado en este escenario se presenta en la tabla A.2 del anexo
A.1 con tamaño de muestra n(p) = n/7 para p = 1, · · · , 7. Las estimaciones de los
parámetros se realizaron mediante el estimador simple y el mejor estimador lineal
insesgado bajo la metodología propuesta en la sección 2.1.3.
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Población Muestra

Variable t t̂π t̂simple
π t̂sqdπ

x1.bernoulli 11.865 11.869 11.866 11.858

x2.bernoulli 24.183 24.181 24.180 24.201

x3.bernoulli 8.871 8.875 8.874 8.860

x4.bernoulli 12.004 12.004 12.004 11.997

x5.poisson 539.240 539.222 539.202 539.162

x6.poisson 899.889 899.898 899.895 899.849

x7.normal 3.000.665 3.000.604 3.000.520 3.000.496

x8.normal 30.025.867 30.026.276 30.026.205 30.026.292

x9.bernoulli 14.971 14.969 14.968 14.968

x10.bernoulli 17.860 17.859 17.862 17.868

x11.bernoulli 20.991 20.989 20.989 21.003

x12.bernoulli 23.977 23.975 23.974 23.995

x13.poisson 1.260.718 1.260.722 1.260.754 1.260.715

x14.normal 7.500.145 7.500.255 7.500.147 7.500.163

x15.normal 24.841.066.942 24.841.028.082 24.841.069.451 24.841.073.593

x16.bernoulli 27.023 27.022 27.023 27.052

x17.bernoulli 12.040 12.042 12.042 12.036

x18.bernoulli 24.026 24.027 24.027 24.047

x19.poisson 1.619.801 1.619.794 1.619.800 1.619.775

x20.poisson 1.978.386 1.978.376 1.978.393 1.978.339

x21.normal 1.499.351 1.499.327 1.499.324 1.499.316

x22.normal 749.714 749.695 749691 749.696

Sesgo Relativo

B
(
t̂π
)

B
(
t̂simple
π

)
B
(
t̂sqdπ

)

0,03 0,01 0,06

0,01 0,01 0,07

0,05 0,03 0,13

0,00 0,00 0,06

0,00 0,01 0,01

0,00 0,00 0,00

0,00 0,00 0,01

0,00 0,00 0,00

0,02 0,02 0,02

0,00 0,01 0,05

0,01 0,01 0,06

0,01 0,01 0,07

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,11

0,01 0,02 0,03

0,01 0,00 0,09

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

Tabla 3.7: MAS, Q=3. Total estimado (izquierda) y Sesgo relativo (derecha, valores
en porcentaje).

Los valores estimados para cada una de las variables, t̂π, t̂simple
π y t̂sqdπ en la tabla

3.7 corresponden a un promedio de las 10.000 muestras simuladas. Así por ejemplo
para la vaiable x1.bernoulli el valor t̂π =

∑10.000
i=1 t̂iπ/10.000. De forma análoga al

caso de dos módulos, se comparan los diferentes estimadores
(
t̂π, t̂

simple
π , t̂sqdπ

)
para

el total poblacional. En la tabla 3.7 se muestra el sesgo relativo, para lo cual se
aprecian valores muy cercanos a cero y similares entre los diferentes estimadores.

En la tabla 3.8 se presentan las tasas de cobertura de los estimadores de totales
para cada una de las características t̂∗πj las cuales en general son muy similares y con
buenos resultados para las diferentes metodologías aplicadas. Este comportamiento
se evidenció también en el caso de Q = 2 módulos.
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Estimador

Variable t̂π t̂simple
π t̂sqdπ

x1.bernoulli 95,10 94,76 94,96

x2.bernoulli 94,67 95,24 95,01

x3.bernoulli 94,95 95,06 95,14

x4.bernoulli 95,12 95,10 95,17

x5.poisson 95,15 95,16 94,96

x6.poisson 94,99 94,94 94,83

x7.normal 95,04 94,86 94,93

x8.normal 94,74 95,00 95,02

x9.bernoulli 94,91 94,85 94,85

x10.bernoulli 94,83 94,98 95,10

x11.bernoulli 95,13 95,04 94,86

x12.bernoulli 95,09 95,19 95,15

x13.poisson 95,12 94,67 94,71

x14.normal 94,85 94,92 94,91

x15.normal 95,01 94,88 95,05

x16.bernoulli 94,94 95,14 95,20

x17.bernoulli 94,88 94,96 95,05

x18.bernoulli 94,84 95,28 95,06

x19.poisson 95,18 95,11 94,96

x20.poisson 95,08 95,21 95,17

x21.normal 95,01 94,85 95,05

x22.normal 94,80 94,92 94,88

Tabla 3.8: MAS, Q=3. Tasa de cobertura, valores en porcentaje.

En el caso de la varianza del π-estimador (tablas 3.9 y 3.10) podemos ver un sesgo
relativo con valores pequeños en la estimación de la varianza en todas las varia-
bles, evidenciando un buen comportamiento de la esimación mediante el diseño de
cuestionario dividido. Sin embargo, la varianza del π-estimador bajo la metodolo-
gía tradicional es ligeramente menor que la obtenida aplicando la metodología de
cuestionario dividido.
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Varianza

Variable V̂
(
t̂π
)

V̂
(
t̂simple
π

)
V̂
(
t̂sqdπ

)

x1.bernoulli 40.526 77.041 78.758

x2.bernoulli 26.596 49.143 50.851

x3.bernoulli 35.889 67.237 68.994

x4.bernoulli 40.908 77.112 78.683

x5.poisson 3.016.508 5.781.966 5.909.183

x6.poisson 5.127.842 9.629.811 9.880.405

x7.normal 66.688.403 127.379.498 129.805.839

x8.normal 3.883.744.647 7.295.077.729 7.444.616.426

x9.bernoulli 42.678 79.881 81.795

x10.bernoulli 41.817 76.822 78.956

x11.bernoulli 36.259 67.706 69.419

x12.bernoulli 27.286 50.618 52.017

x13.poisson 7.339.824 13.880.400 14.166.041

x14.normal 38.888.812 72.589.704 73.739.914

x15.normal 16.938.713.088.315 32.000.179.101.427 32.681.589.658.045

x16.bernoulli 15.126 28.253 29.586

x17.bernoulli 41.776 79.264 80.579

x18.bernoulli 27.326 51.577 53.215

x19.poisson 9.218.485 17.257.282 17.581.652

x20.poisson 11.351.625 21.445.489 21.864.903

x21.normal 2.750.647 5.272.524 5.384.067

x22.normal 1.579.503 2.926.808 2.980.519

Deff

V̂
(
t̂simple
π

)

V̂
(
t̂π
)

V̂
(
t̂sqdπ

)

V̂
(
t̂π
)

1,9 1,9

1,8 1,9

1,9 1,9

1,9 1,9

1,9 2,0

1,9 1,9

1,9 1,9

1,9 1,9

1,9 1,9

1,8 1,9

1,9 1,9

1,9 1,9

1,9 1,9

1,9 1,9

1,9 1,9

1,9 2,0

1,9 1,9

1,9 1,9

1,9 1,9

1,9 1,9

1,9 2,0

1,9 1,9

Tabla 3.9: MAS, Q=3. Varianza de los totales estimados.
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Muestra

Variable E
[
V̂
(
t̂π
)]

E
[
V̂
(
t̂simple
π

)]
E
[
V̂
(
t̂sqdπ

)]

x1.bernoulli 40.639 76.491 80.511

x2.bernoulli 26.571 50.024 52.521

x3.bernoulli 35.406 66.641 70.090

x4.bernoulli 40.795 76.793 80.827

x5.poisson 3.073.290 5.784.689 6.075.650

x6.poisson 5.034.926 9.476.542 9.953.077

x7.normal 68.179.800 128.387.912 134.842.255

x8.normal 3.851.517.449 7249664444 7614690657

x9.bernoulli 42.490 79.983 84.247

x10.bernoulli 40.946 77.071 81.166

x11.bernoulli 35.716 67.234 70.765

x12.bernoulli 27.278 51.357 53.963

x13.poisson 7.283.711 13.716.493 14414549

x14.normal 38.309.774 72.114.637 75.796.090

x15.normal 17.087.446.335.154 32.169.770.024.323 33.811.226.740.952

x16.bernoulli 15.196 28.594 29.864

x17.bernoulli 40.837 76.873 80.961

x18.bernoulli 27.101 51.019 53.603

x19.poisson 9.066.295 17.068.613 17.938.161

x20.poisson 11.195.250 21.070.131 22.145.007

x21.normal 2.743.444 5.165.007 5.428.038

x22.normal 1.549.950 2.917.463 3.066.383

Sesgo Relativo

B
[
V̂
(
t̂π
)]

B
[
V̂
(
t̂simple
π

)]
B
[
V̂
(
t̂sqdπ

)]

0,28 0,71 2,23

0,10 1,79 3,28

1,35 0,89 1,59

0,28 0,41 2,72

1,88 0,05 2,82

1,81 1,59 0,74

2,24 0,79 3,88

0,83 0,62 2,28

0,44 0,13 3,00

2,08 0,32 2,80

1,50 0,70 1,94

0,03 1,46 3,74

0,76 1,18 1,75

1,49 0,65 2,79

0,88 0,53 3,46

0,46 1,21 0,94

2,25 3,02 0,47

0,82 1,08 0,73

1,65 1,09 2,03

1,38 1,75 1,28

0,26 2,04 0,82

1,87 0,32 2,88

Tabla 3.10: MAS, Q=3. Esperanza de varianza estimada (izquierda) y Sesgo relativo
(derecha, valores en porcentaje).
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Variable cv
(
t̂π
)

cv
(
t̂simple
π

)
cv
(
t̂sqdπ

)

x1.bernoulli 1,70 2,33 2,39

x2.bernoulli 0,67 0,92 0,95

x3.bernoulli 2,12 2,91 2,99

x4.bernoulli 1,68 2,31 2,37

x5.poisson 0,33 0,45 0,46

x6.poisson 0,25 0,34 0,35

x7.normal 0,28 0,38 0,39

x8.normal 0,21 0,28 0,29

x9.bernoulli 1,38 1,89 1,94

x10.bernoulli 1,13 1,55 1,59

x11.bernoulli 0,90 1,24 1,27

x12.bernoulli 0,69 0,95 0,97

x13.poisson 0,21 0,29 0,30

x14.normal 0,08 0,11 0,12

x15.normal 0,02 0,02 0,02

x16.bernoulli 0,46 0,63 0,64

x17.bernoulli 1,68 2,30 2,36

x18.bernoulli 0,69 0,94 0,96

x19.poisson 0,19 0,26 0,26

x20.poisson 0,17 0,23 0,24

x21.normal 0,11 0,15 0,16

x22.normal 0,17 0,23 0,23

Tabla 3.11: MAS, Q=3. Coeficiente de variación, valores en porcentaje.

El coeficiente de variación del total estimado bajo los diferentes enfoques (tabla
3.11), muestra valores pequeños, evidenciando el buen comportamiento al igual que
en el caso de la simulación bajo el escenario para Q = 2 módulos, siento mejor la
estimación bajo la metodología tracional seguido del uso de cuestionario divido por
el estimador simple y el estimado MELI.

Análisis de costo bajo simulación para Q = 3

En la tabla 3.12 se presenta un análisis del costo de la encuesta asumiendo un rubro
de $100 por pregunta realizada equivalentes a $2.200 por encuesta considerando el
cuestionario completo. Bajo la metodología tradicional del muestreo, la encuesta
tendría un costo de $9.900.000 mientras que bajo el esquema de patrones planteado
el costo sería de $5.657.143 representando un ahorro del 43% ($4.242.857).
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Patrón p Q1 Q2 Q3 Tamaño Muestral Costo Marginal
1 X 643 $ 514.286
2 X 643 $ 450.000
3 X 643 $ 450.000
4 X X 643 $ 964.286
5 X X 643 $ 964.286
6 X X 643 $ 900.000
7 X X X 643 $ 1.414.286

n = 4.500

Tabla 3.12: Análisis de costos Q=3.

Q = 4 módulos

En este escenario de simulación se construyó un cuestionario compuesto por 30
variables simuladas bajo las distribuciones Bernoulli, Poisson y Normal (cuestionario
completo). Tanto la población N como el tamaño de muestra n son iguales al
escenario para Q = 2 módulos.

• xj ∼ Ber(p), p ∈ {0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9}; j = 1, . . . , 15

• xj′ ∼ Pois(λ), λ ∈ {18, 30, 42, 54, 66, 78, 90}; j′ = 1, . . . , 7

• xj′′ ∼ N(µ, σ2), µ > 0, σ > 0; j′′ = 1, . . . , 8

De nuevo, las estimaciones del total y la varianza bajo el π-estimador se realizaron
bajo la metodología tradicional de acuerdo con Särndal, Swensson & Wretman
(1992), véase la sección 2.1.1. Mientras que para incorporar la metodología de
cuestionario dividido se dividió el cuestionario completo en cuatro subcuestionarios
(módulos) de la siguiente forma:

• Módulo 1 con 8 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 2 con 7 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2
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• Módulo 3 con 7 variables:

– xj ∼ Ber(p), j = 1, . . . , 3

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 4 con 8 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

El esquema de patrones usado se presenta en la tabla A.3 del anexo A.1 con tamaño
de muestra n(p) = n/15 para p = 1, · · · , 15. Las estimaciones de los parámetros se
realizaron mediante el estimador simple y el mejor estimador lineal insesgado bajo
la metodología propuesta en la sección 2.1.3.

En la tabla 3.13 se muestran las estimaciones del total poblacional mediante los esti-
madores t̂π, t̂simple

π , t̂sqdπ , de los cuales los últimos dos corresponden a la incorporación
de la metodología SQD. Los resultados se comparan mediante el sesgo relativo el
cual pone en envidencia su buen comportamiento con propiedades deseables como
el insesgamiento.
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Población Muestra

Variable t t̂π t̂simple
π t̂sqdπ

x1.bernoulli 11.918 11.917 11.921 11.904

x2.bernoulli 23.888 23.890 23.889 23.940

x3.bernoulli 8.890 8.890 8.891 8.855

x4.bernoulli 11.974 11.976 11.977 11.959

x5.poisson 540.129 540.136 540.180 540.086

x6.poisson 898.637 898.646 898.631 898.520

x7.normal 3.003.601 3.003.664 3003612 3003631

x8.normal 30.014.212 30.013.861 30014417 30014442

x9.bernoulli 15.036 15.036 15.035 15.036

x10.bernoulli 17.997 18.001 18.004 18.021

x11.bernoulli 20.908 20.903 20.905 20.939

x12.bernoulli 23.980 23.981 23.979 24.033

x13.poisson 1.260.938 126.0927 1.260.934 1.260.846

x14.normal 7.503.626 7.503.684 7.503.588 7.503.582

x15.normal 24.841.003.665 24.841.025.393 24.841.045.707 24.841.068.699

x16.bernoulli 26.999 26.999 26.997 27.069

x17.bernoulli 12.092 12.093 12.092 12.073

x18.bernoulli 24.094 24.095 24.094 24.149

x19.poisson 1.619.501 1.619.523 1.619.498 1.619.410

x20.poisson 1.981.608 1.981.602 1.981.583 1.981.478

x21.normal 1.500.629 1.500.610 1.500.615 1.500.617

x22.normal 750.827 750.856 750.835 750.837

x23.bernoulli 8.996 8.999 9.000 8.964

x24.bernoulli 12.042 12.044 12.043 12.026

x25.bernoulli 14.980 14.982 14.982 14.983

x26.bernoulli 18.050 18.051 18.052 18.070

x27.poisson 2.341.573 2.341.585 2.341.652 2.341.542

x28.poisson 2.700.075 2.700.049 2.700.029 2.699.990

x29.normal 14.991.742 14.991.542 14.991.759 14.991.907

x30.normal 60.387 60.384 60.387 60.372

Sesgo Relativo

B
(
t̂π
)

B
(
t̂simple
π

)
B
(
t̂sqdπ

)

0,01 0,03 0,11

0,01 0,01 0,22

0,00 0,01 0,40

0,02 0,03 0,13

0,00 0,01 0,01

0,00 0,00 0,01

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,01 0,00

0,02 0,04 0,13

0,02 0,01 0,15

0,00 0,00 0,22

0,00 0,00 0,01

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,01 0,26

0,01 0,00 0,16

0,00 0,00 0,23

0,00 0,00 0,01

0,00 0,00 0,01

0,00 0,00 0,00

0,00 0,00 0,00

0,04 0,05 0,36

0,02 0,01 0,14

0,01 0,01 0,02

0,01 0,01 0,11

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,00

0,00 0,00 0,02

Tabla 3.13: MAS, Q=4. Total estimado (izquierda) y Sesgo relativo (derecha, valores
en porcentaje).

Los valores estimados para cada una de las variables, t̂π, t̂simple
π y t̂sqdπ en la tabla

3.13 corresponden a un promedio de las 10.000 muestras simuladas. Así por ejemplo
para la vaiable x1.bernoulli el valor t̂π =

∑10.000
i=1 t̂iπ/10.000.
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Estimador

Variable t̂π t̂simple
π t̂sqdπ

x1.bernoulli 94,73 94,94 95,08

x2.bernoulli 95,20 94,90 95,20

x3.bernoulli 95,14 95,02 95,14

x4.bernoulli 95,05 94,94 95,02

x5.poisson 95,12 95,10 95,08

x6.poisson 94,83 94,97 94,94

x7.normal 95,18 95,07 95,12

x8.normal 94,91 95,11 94,91

x9.bernoulli 95,00 94,99 95,10

x10.bernoulli 95,33 94,87 95,03

x11.bernoulli 94,83 94,84 94,84

x12.bernoulli 94,64 94,92 95,19

x13.poisson 94,92 94,92 94,96

x14.normal 94,94 95,07 95,23

x15.normal 94,82 94,78 94,95

x16.bernoulli 94,87 95,25 95,28

x17.bernoulli 94,90 94,97 95,08

x18.bernoulli 95,07 95,06 94,84

x19.poisson 95,17 95,02 95,10

x20.poisson 95,19 94,85 95,09

x21.normal 95,06 95,02 95,03

x22.normal 94,93 95,05 94,82

x23.bernoulli 95,42 94,90 94,78

x24.bernoulli 94,82 95,05 94,97

x25.bernoulli 94,90 94,94 94,92

x26.bernoulli 95,12 94,82 94,86

x27.poisson 94,87 95,11 94,91

x28.poisson 95,14 94,82 94,95

x29.normal 94,79 95,03 94,98

x30.normal 95,04 95,01 94,76

Tabla 3.14: MAS, Q=4. Tasa de cobertura, valores en porcentaje.

En la tabla 3.14 se presentan las tasas de cobertura de los estimadores de totales
para cada una de las características t̂∗πj las cuales en general son muy similares y con
buenos resultados para las diferentes metodologías aplicadas. Este comportamiento
se evidenció también en el caso de Q = 2 y Q = 3 módulos.

55



Varianza

Variable V̂
(
t̂π
)

V̂
(
t̂simple
π

)
V̂
(
t̂sqdπ

)

x1.bernoulli 40.889 81.074 87.067

x2.bernoulli 27.521 55.173 60.171

x3.bernoulli 34.968 70.483 76.402

x4.bernoulli 41.512 85.003 90.893

x5.poisson 2.982.189 6.218.425 6.681.101

x6.poisson 5.068.924 10.307.120 11.053.120

x7.normal 69.733.345 143.211.886 153.439.093

x8.normal 3.896.133.868 7.793.257.586 8.355.365.896

x9.bernoulli 43.055 85.796 92.385

x10.bernoulli 42.103 86.799 92.579

x11.bernoulli 36.433 72.416 78.407

x12.bernoulli 27.415 56.079 61.206

x13.poisson 7.120.474 14.716.479 15.727.870

x14.normal 38.081.405 77.220.920 83.220.607

x15.normal 16.938.761.051.564 34.483.369.002.330 36.649.258.455.988

x16.bernoulli 15.059 31.583 35.786

x17.bernoulli 40.478 81.990 88.084

x18.bernoulli 27.188 54.482 59.470

x19.poisson 9.432.306 18.775.094 20.067.412

x20.poisson 10.944.744 22.504.543 24.077.152

x21.normal 2.727.307 5.584.386 5.941.509

x22.normal 1.562.194 3.176.808 3.368.533

x23.bernoulli 34.875 70.165 75.933

x24.bernoulli 41.892 82.315 89.038

x25.bernoulli 42.702 87.076 93.514

x26.bernoulli 41.034 81.664 87.934

x27.poisson 13.314.264 26.883.270 28.419.019

x28.poisson 15.312.948 31.625.266 34.061.268

x29.normal 902.420.432 1.836.442.571 1.956.059.752

x30.normal 174.573 352.303 375.523

Deff

V̂
(
t̂simple
π

)

V̂
(
t̂π
)

V̂
(
t̂sqdπ

)

V̂
(
t̂π
)

2,0 2,1

2,0 2,2

2,0 2,2

2,0 2,2

2,1 2,2

2,0 2,2

2,1 2,2

2,0 2,1

2,0 2,1

2,1 2,2

2,0 2,2

2,0 2,2

2,1 2,2

2,0 2,2

2,0 2,2

2,1 2,4

2,0 2,2

2,0 2,2

2,0 2,1

2,1 2,2

2,0 2,2

2,0 2,2

2,0 2,2

2,0 2,1

2,0 2,2

2,0 2,1

2,0 2,1

2,1 2,2

2,0 2,2

2,0 2,2

Tabla 3.15: MAS, Q=4. Varianza de los totales estimados.
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Muestra

Variable E
[
V̂
(
t̂π
)]

E
[
V̂
(
t̂simple
π

)]
E
[
V̂
(
t̂sqdπ

)]

x1.bernoulli 40706 82620 84130

x2.bernoulli 27572 55961 56640

x3.bernoulli 35450 71948 73121

x4.bernoulli 40774 82750 84270

x5.poisson 3045795 6180521 6258876

x6.poisson 5065600 10284352 10415399

x7.normal 68578117 139175855 140953991

x8.normal 3820973168 7757003181 7855416584

x9.bernoulli 42501 86253 88000

x10.bernoulli 40800 82792 84432

x11.bernoulli 35919 72886 74209

x12.bernoulli 27266 55346 56083

x13.poisson 7139070 14490856 14697094

x14.normal 38072310 77289964 78405889

x15.normal 16915145306117 34316310594746 34803956986492

x16.bernoulli 15307 31074 31024

x17.bernoulli 40906 83012 84643

x18.bernoulli 26878 54546 55258

x19.poisson 9218972 18704962 18970447

x20.poisson 11318290 22968588 23300553

x21.normal 2730308 5541367 5620629

x22.normal 1560894 3167419 3213611

x23.bernoulli 35700 72455 73645

x24.bernoulli 40851 82902 84423

x25.bernoulli 42501 86252 87852

x26.bernoulli 40743 82684 84189

x27.poisson 13313635 27025638 27375233

x28.poisson 15183591 30822105 31216372

x29.normal 908929136 1844674855 1868596634

x30.normal 175215 355612 360388

Sesgo Relativo

B
[
V̂
(
t̂π
)]

B
[
V̂
(
t̂simple
π

)]
B
[
V̂
(
t̂sqdπ

)]

0,45 1,91 3,37

0,18 1,43 5,87

1,38 2,08 4,29

1,78 2,65 7,29

2,13 0,61 6,32

0,07 0,22 5,77

1,66 2,82 8,14

1,93 0,47 5,98

1,29 0,53 4,75

3,09 4,62 8,80

1,41 0,65 5,35

0,55 1,31 8,37

0,26 1,53 6,55

0,02 0,09 5,79

0,14 0,48 5,04

1,65 1,61 13,31

1,06 1,25 3,91

1,14 0,12 7,08

2,26 0,37 5,47

3,41 2,06 3,23

0,11 0,77 5,40

0,08 0,30 4,60

2,36 3,26 3,01

2,49 0,71 5,18

0,47 0,95 6,05

0,71 1,25 4,26

0,00 0,53 3,67

0,84 2,54 8,35

0,72 0,45 4,47

0,37 0,94 4,03

Tabla 3.16: MAS, Q=4. Esperanza de varianza estimada (izquierda) y Sesgo relativo
(derecha, valores en porcentaje).
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Variable cv
(
t̂π
)

cv
(
t̂simple
π

)
cv
(
t̂sqdπ

)

x1.bernoulli 1,69 2,41 2,44

x2.bernoulli 0,70 0,99 0,99

x3.bernoulli 2,12 3,02 3,05

x4.bernoulli 1,69 2,40 2,43

x5.poisson 0,32 0,46 0,46

x6.poisson 0,25 0,36 0,36

x7.normal 0,28 0,39 0,40

x8.normal 0,21 0,29 0,30

x9.bernoulli 1,37 1,95 1,97

x10.bernoulli 1,12 1,60 1,61

x11.bernoulli 0,91 1,29 1,30

x12.bernoulli 0,69 0,98 0,99

x13.poisson 0,21 0,30 0,30

x14.normal 0,08 0,12 0,12

x15.normal 0,02 0,02 0,02

x16.bernoulli 0,46 0,65 0,65

x17.bernoulli 1,67 2,38 2,41

x18.bernoulli 0,68 0,97 0,97

x19.poisson 0,19 0,27 0,27

x20.poisson 0,17 0,24 0,24

x21.normal 0,11 0,16 0,16

x22.normal 0,17 0,24 0,24

x23.bernoulli 2,10 2,99 3,03

x24.bernoulli 1,68 2,39 2,42

x25.bernoulli 1,38 1,96 1,98

x26.bernoulli 1,12 1,59 1,61

x27.poisson 0,16 0,22 0,22

x28.poisson 0,14 0,21 0,21

x29.normal 0,20 0,29 0,29

x30.normal 0,69 0,99 0,99

Tabla 3.17: MAS, Q=4. Coeficiente de variación, valores en porcentaje.

Para la varianza del π-estimador los resultados muestran valores del sesgo rela-
tivo mucho mayores en la estructura de cuestionario dividido tanto para el esti-
mador MELI e incluso para el estimador simple en comparación con la metodología
tradicional (tabla 3.16). El coeficiente de variación del estimador (tabla 3.17) bajo
los diferentes enfoques muestran valores inferiores al 3.5%, siendo la metodología
tradicional la de mejor comportamiento. Estos resultados muestran evidencia que
respalda la viabilidad de incorporar la estructura de diseño de cuestionario dividido
en el muestreo basado en el diseño .
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Análisis de costo bajo simulación para Q = 4

En la tabla 3.18 se presenta un análisis del costo de la encuesta asumiendo un rubro
de $100 por pregunta realizada equivalentes a $3.000 por encuesta considerando
el cuestionario completo. Bajo la metodología tradicional del muestreo, la encuesta
tendría un costo de $13.500.000mientras que bajo el esquema de patrones planteado
el costo sería de $7.200.000 representando un ahorro del 47% ($6.300.000).

Patrón p Q1 Q2 Q3 Q4 Tamaño Muestral Costo Marginal
1 X 300 $ 240.000
2 X 300 $ 210.000
3 X 300 $ 210.000
4 X 300 $ 240.000
5 X X 300 $ 450.000
6 X X 300 $ 450.000
7 X X 300 $ 480.000
8 X X 300 $ 420.000
9 X X 300 $ 450.000
10 X X 300 $ 450.000
11 X X X 300 $ 660.000
12 X X X 300 $ 690.000
13 X X X 300 $ 690.000
14 X X X 300 $ 660.000
15 X X X X 300 $ 900.000

n = 4.500

Tabla 3.18: Análisis de costos Q=4.
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3.1.2 Escenario 2: Diseño MAS–MAS

En este escenario de simulación se consideraron los datos de proyecciones de po-
blación 2019 desagregado por comunas para la ciudad de Medellín (departamento
de Antioquia), como fuente de información para definir los totales poblacionales
en primera y segunda etapa NI = 16 y Ni respectivamente; así como los tamaños
muestrales respectivos nI = 6 y ni.

De forma similar al primer escenario de simulación (sección 3.1.1), se construyó un
cuestionario compuesto por 15 variables simuladas bajo las distribuciones Bernoulli,
Poisson y Normal (cuestionario completo) de la siguinte forma:

• xj ∼ Ber(p), p ∈ {0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9}; j = 1, . . . , 8

• xj′ ∼ Pois(λ), λ ∈ {18, 30, 42, 54, 66, 78, 90}; j′ = 1, . . . , 3

• xj′′ ∼ N(µ, σ2), µ > 0, σ > 0; j′′ = 1, . . . , 4

Bajo el diseño de muestreo en dos etapas MAS–MAS las estimaciones del total y
la varianza bajo el π-estimador se realizaron según la metodología tradicional de
muestreo basado en el diseño como se muestra en la sección (2.5.1).

Para incorporar el diseño de cuestionario dividido se dividió el cuestionario completo
en dos cuestionarios con ocho y siete variables respectivamente con un esquema de
patrones tal como se muestra en la tabla A.1 del anexo A.1. Las estimaciones de
los parámetros se realizaron mediante el estimador simple (sección 1.3.2) y el mejor
estimador lineal insesgado, sección 2.5.3.

• Módulo 1 con 8 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1, 2

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 2 con 7 variables:

– Xj ∼ Ber(p), j = 1, . . . , 4

– Xj′ ∼ Pois(λ), j′ = 1

– Xj′′ ∼ N(µ, σ2), j′′ = 1, 2

Los valores estimados para cada una de las variables, t̂π, t̂simple
π y t̂sqdπ en la tabla

3.19 corresponden a un promedio de 10.000 muestras simuladas. Así por ejemplo
para la vaiable x1.bernoulli el valor t̂π =

∑10.000
i=1 t̂iπ/10.000.
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Los resultados de esta simulación para el total poblacional estimado muestran me-
diante el sesgo relativo (tabla 3.19) que los mejores resultados provienen de las
estimaciones mediante la metodología tradicional del muestreo basado en el diseño.
Sin embargo, bajo el enfoque de diseño de cuestionario dividido los resultados siguen
siendo aceptables, evidenciando un mejor comportamiento en el estimador simple
que en el estimador MELI.

Población Muestra

Variable t t̂π t̂simple
π t̂sqdπ

x1.bernoulli 899.816 920.269 960.046 885.858

x2.bernoulli 1.798.318 1.842.421 1.923.103 1.812.467

x3.bernoulli 674.038 690.429 720.308 661.908

x4.bernoulli 900.194 920.881 959.454 888.039

x5.poisson 40.453.024 41.409.782 43.192.224 46.566.796

x6.poisson 67.421.145 69.004.073 71.995.649 77.866.938

x7.normal 224.804.716 230.089.145 240.058.107 259.362.325

x8.normal 2.247.441.360 2.299.938.677 2.399.414.419 2.594.879.635

x9.bernoulli 1.122.869 1.150.778 1.179.372 1.206.669

x10.bernoulli 1.347.990 1.380.445 1.413.332 1.457.486

x11.bernoulli 1.571.813 1.611.127 1.649.504 1.709.306

x12.bernoulli 1.797.968 1.841.061 1.883.587 1.970.176

x13.poisson 94.386.265 96.593.132 98.856.593 109.386.473

x14.normal 561.846.639 575.068.057 588.536.330 651.185.318

x15.normal 1.860.875.982.750 1.904.602.396.169 1.949.217.353.964 2.156.549.358.408

Sesgo Relativo

B
(
t̂π
)

B
(
t̂simple
π

)
B
(
t̂sqdπ

)

2,27 6,69 1,55

2,45 6,94 0,79

2,43 6,86 1,80

2,30 6,58 1,35

2,37 6,77 15,11

2,35 6,78 15,49

2,35 6,79 15,37

2,34 6,76 15,46

2,49 5,03 7,46

2,41 4,85 8,12

2,50 4,94 8,75

2,40 4,76 9,58

2,34 4,74 15,89

2,35 4,75 15,90

2,35 4,75 15,89

Tabla 3.19: MAS–MAS, Q=2. Total estimado (izquierda) y Sesgo relativo (derecha,
valores en porcentaje).

En relación al coeficiente de variación del π-estimador (tabla 3.21), se evidencian
mejores resultados (valores mucho menores) para la estimación bajo el enfoque de
cuestionario dividido en el estimador MELI en comparación con la metodología
tradicional.
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Estimador

Variable t̂π t̂simple
π t̂sqdπ

x1.bernoulli 95,04 95,02 94,96

x2.bernoulli 95,28 95,05 94,97

x3.bernoulli 95,09 95,02 94,74

x4.bernoulli 95,15 95,10 95,09

x5.poisson 95,07 94,88 95,48

x6.poisson 95,10 95,18 95,44

x7.normal 94,81 95,08 95,22

x8.normal 95,24 95,18 95,38

x9.bernoulli 94,91 95,02 95,15

x10.bernoulli 94,84 95,20 95,09

x11.bernoulli 95,02 94,80 95,04

x12.bernoulli 95,03 94,85 95,03

x13.poisson 94,73 95,06 95,18

x14.normal 94,88 95,03 95,02

x15.normal 94,85 94,72 95,07

Tabla 3.20: MAS–MAS, Q=2. Tasa de cobertura, valores en porcentaje.

En la tabla 3.20 se presentan las tasas de cobertura de los estimadores de totales
para cada una de las características t̂∗πj . Esta tasa representa el porcentaje de veces
que el estimador cae en el intervalo de confianza al 95% para el estimador del to-

tal: t̂∗πj ± Z1−α/2

√
V̂
(
t̂∗πj
)
, las cuales en general son buenas evidenciando una leve

mejoría en el estimador tradicional t̂π en comparación con la metodología de cues-
tionario dividido en el estimador MELI. Sin embargo, aunque se pierde en cobertura
y eficiencia al aplicar la metodología de cuestionario dividido, se puede ganar en
términos monetario ya que podría resultar en un diseño más económico.
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Variable cv
(
t̂π
)

cv
(
t̂simple
π

)
cv
(
t̂sqdπ

)

x1.bernoulli 9,42 4,37 2,03

x2.bernoulli 5,65 4,37 1,81

x3.bernoulli 12,15 4,39 2,10

x4.bernoulli 9,38 4,34 2,26

x5.poisson 3,61 4,40 0,42

x6.poisson 3,61 4,38 0,31

x7.normal 3,60 4,38 0,35

x8.normal 3,60 4,38 0,31

x9.bernoulli 7,82 8,83 5,21

x10.bernoulli 6,82 8,03 4,43

x11.bernoulli 6,10 7,40 3,87

x12.bernoulli 5,65 7,15 3,45

x13.poisson 3,61 5,72 0,33

x14.normal 3,60 5,72 0,31

x15.normal 3,60 5,72 0,32

Tabla 3.21: MAS–MAS, Q=2. Coeficiente de variación, valores en porcentaje.

En este escenario de simulación unicamente se contempló el caso cuando se tienen
dos módulos o subcuestionarios (Q = 2) debido a que se espera que los resultados
para los casos de Q = 3 y Q = 4 módulos mantengan la misma tendencia tanto
para el sesgo relativo como para el coeficiente de variación tal como ocurrió en el
escenario de simulación presentado en la sección 3.1.1.
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3.2 Encuesta de Convivencia y Seguridad Ciudadana
(ECSC)

En esta sección se aplica la metodología propuesta en este trabajo a datos proce-
dentes de la Encuesta de Convivencia y Seguridad Ciudadana organizada por el
DANE.

La Encuesta de Convivencia y Seguridad Ciudadana (ECSC)1 realizada por el De-
partamento Administrativo Nacional de Estadística (DANE) es una herramienta de
seguimiento, evaluación y monitoreo de políticas que permite realizar un diagnós-
tico de las principales ciudades del país 2 en términos de convivencia y seguridad
ciudadana.

La encuesta permite visibilizar los aspectos relacionados con la criminalidad en dis-
tintos contextos (en función del tipo de delito) y caracterizar la población afectada.
Asimismo, establece los indicadores sobre el grado de violencia sufrida y la frecuencia
de hechos violentos que hayan sido o no denunciados.

3.2.1 Aplicación con la ECSC

El eje temático de la encuesta es el de victimización, respecto a eventos ocurridos
durante el año anterior a la aplicación de la encuesta, para este caso 2018, en aspectos
específicos, a saber: hurto a residencia y hurto de ganado o semovientes (a nivel de
hogares), hurto a personas, hurto a vehículo (entre aquellas personas que reportaron
tener un vehículo), involucramiento en riñas y peleas que implicaron violencia física,
y extorsión o intento de extorsión. La encuesta además permite identificar una cifra
de delito lo más cercana a la realidad, la cual corresponde al total de delitos de los
que fueron víctimas los hogares o las personas y que no fueron denunciados (DANE
2019).

Los resultados que se presentan en la ECSC permiten tomar decisiones y formular
políticas públicas encaminadas al mejoramiento de la seguridad de los Colombianos.
Los datos de esta encuesta se tomaron como referencia para aplicar la metodología
desarrollada en el presente trabajo en torno a la percepción de inseguridad, mediante
la estimación del total de personas que se sienten seguras e inseguras en su barrio o
vereda, así como la proporción de percepción de inseguridad.

La información que se recoge en la encuesta tiene representatividad para personas
de 15 años y más, en cada una de las viviendas seleccionadas para total nacional,
cabecera, centros poblados y rural disperso y 13 ciudades principales.

1La recolección de información a hogares se realizó durante los meses de abril a junio de 2019,
y se indagó por los hechos delictivos ocurridos durante el año 2018 y sobre la percepción de
inseguridad durante el 2019.

2Los resultados se pueden interpretar para el total nacional, el total urbano, el total centros
poblados y rural disperso, además del agregado de 28 ciudades que venían cubriéndose con las
ediciones de la encuesta hasta 2017, y 13 ciudades que se representan de manera individual.
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i Componente
Cantidad de Cuestionario

Variables Inicial

1 Datos de la vivienda 14 1

2 Características generales de las personas 20 1

3 Percepción de seguridad y convivencia 55 2

4 Percepción de seguridad en el barrio y en el hogar 40 2

5 Percepción del aporte a la seguridad 20 2

6 Hurto a residencias 57 3

7 Hurto a vehículos 45 3

8 Hurto a personas 30 3

9 Riñas y peleas 25 4

10 Hurto de ganado o semovientes 44 5

11 Filtro de delitos 47 5

12 Extorsión 58 5

445

Tabla 3.22: Componentes de la ECSC.

La ECSC esta compuesta por doce componentes (tabla 3.22) con los cuales inicial-
mente se formaron cinco módulos para efectos de la aplicación de este trabajo. Sin
embargo, debido a que uno de estos módulos formado por los componentes Datos de
la vivienda y Características generales de las personas recopilan información funda-
mental sobre la población, se consideraron como componentes obligatorios formando
así cuatro módulos (tabla 3.23).

Módulo Componentes ECSC Cantidad de Variables
Q1 1, 2, 3, 4, 5 149
Q2 1, 2, 6, 7, 8 166
Q3 1, 2, 9 59
Q4 1, 2, 10, 11, 12 183

Tabla 3.23: Módulos o Subcuestionarios finales para la metodología SQD.

El módulo uno está formado por los componentes Datos de la vivienda, Caracterís-
ticas generales de las personas, Percepción de seguridad y convivencia, Percepción
de seguridad en el hogar y Percepción del aporte a la seguridad.

La encuesta ECSC fue aplicada efectivamente a 39.028 hogares. Teniendo en cuenta
el esquema de patrones para los cuatro módulos (Q = 4) definido en la tabla A.3
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del anexo A.1, se asignó de forma equitativa el tamaño n(p) en cada patrón tal como
se muestra en la tabla 3.24.

Patrón p Q1 Q2 Q3 Q4 Tamaño Muestral Costo Marginal
1 X 2.602 $29.800
2 X 2.602 $33.200
3 X 2.602 $11.800
4 X 2.602 $36.600
5 X X 2.602 $63.000
6 X X 2.602 $41.600
7 X X 2.602 $66.400
8 X X 2.602 $45.000
9 X X 2.602 $69.800
10 X X 2.602 $48.400
11 X X X 2.602 $74.800
12 X X X 2.602 $99.600
13 X X X 2.602 $78.200
14 X X X 2.602 $81.600
15 X X X X 2.600 $111.400

n = 39.028

Tabla 3.24: Esquema de patrones para la ECSC.

Note como el costo de la encuesta real actual por encuestado puede variar hasta
los $111.400 y como se reduce en los demás patrones hasta encuestas de $11.800,
representado casi 10 veces menos el costo cuando se tienen longitudes más cortas
del subcuestionario.

El diseño muestral de la encuesta ECSC 2019 es un diseño probabilístico, mul-
tietápico, estratificado, de conglomerados. Sus unidades de observación son las
viviendas, los hogares y todas las personas mayores de 14 años, mientras que las
unidades de análisis son los hogares y todas las personas mayores de 14 años.

• Probabilístico: cada unidad de muestreo tiene una probabilidad de selección
conocida y superior a cero. Esta información permite determinar a priori la
precisión esperada en las estimaciones y posteriormente, calcular la precisión
de los resultados obtenidos a partir de la información recolectada.

• Multietápica: para lograr la selección de las unidades de observación (vivien-
das, hogares o personas) se seleccionaron secuencialmente las unidades de
muestreo en tres etapas (UPM, USM y UTM) con probabilidades de selec-
ción en función del número de viviendas.

En una primera etapa, la UPM, utilizando la técnica de selección controlada
dentro de cada estrato (Goodman & Kish 1950). Para la segunda etapa, la
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USM en la cabecera y centros poblados la manzana, y en el rural disperso la
sección cartográfica. Para la selección de manzanas, se utiliza una selección
de muestra proporcional al tamaño sistemática (PPT-SIS) de manzanas y en
el caso de las secciones un sistemático (SIS).

En la tercera etapa se selecciona el segmento o UTM con un muestreo aleatorio
simple de conglomerados (MASC).

• Estratificado: cada una de las 13 ciudades se consideró como un estrato de
inclusión forzosa muestreo. Adicionalmente un estrato de inclusión proba-
bilística que corresponde a las cabeceras municipales, centros poblados y rural
disperso. Este último estrato asimismo esta particionado en varios sub-estratos
que toman los siguientes criterios para su conformación.

– Geográficos, a nivel de departamento

– Socioeconómicos, a nivel municipal

– Tamaño poblacional del municipio o UPM

– Nivel de urbanización, en términos de la cantidad de población de las
cabeceras municipales

– Estructura urbano-rural de la población municipal (% de población en
cabecera)

– Proporción de la población con necesidades básicas insatisfechas (NBI),
que a su vez se clasificó en 4 intervalos: A [0-29,8%); B [29,8%-42,7%);
C [42,7%-57,3%); y D [57,3%-100%].

• De conglomerados: corresponde a la unidad final de muestreo, que es la me-
dida de tamaño; y corresponde a un área que contiene en promedio de diez
viviendas, en la que se investigan todas las viviendas, todos los hogares y todas
las personas.

Para efectos de la aplicación de la metodología SQD se consideró el diseño como una
única etapa con probabilidades de inclusión desiguales que efectivamente recogen las
probabilidades de inclusión del diseño original de la encuesta.

Los totales poblacionales estimados según la muestra t̂∗i =
∑

k(yk×fk), donde yk re-
presenta el valor de la variable respuesta proporcionado por el individuo y fk el factor
de expansión o representatividad de ese individuo en la población son comparados
con sus respectivas estimaciones bajo la metodología de diseño de cuestionario divi-
dido mediante el mejor estimador lineal insesgado, sección 2.1.3.Adicional se muestra
la estimación bajo el estimador simple (sección 1.3.2).
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ESTIMADOR SEGURIDAD INSEGURIDAD
TOTAL B̂(θ) TOTAL B̂(θ) PROPORCION (%)

t̂∗ 27.753.241 8.703.701 0,2387392 (23,9%)
t̂∗simple 27.634.096 0,43% 8.602.984 1,16% 0,2374083 (23,7%)
t̂∗sqd 27.497.786 0,92% 8.583.246 1,38% 0,237888 (23,8%)

Tabla 3.25: Percepción de seguridad en el barrio o vereda, estimación de totales.

En la tabla 3.25 se resumen las estimaciones del total de personas de 15 años y
más que se sienten seguras e inseguras en su barrio o vereda. Los valores del esti-
mador "tradicional" t̂∗ obtenidos de la encuesta son muy similares a los obtenidos
mediante la aplicación de la metodología SQD tanto para el estimador simple t̂∗simple,
como para el estimador MELI t̂∗sqd. Al usar el sesgo relativo B̂(θ) como medida de
comparación entre estos estimadores (diseño de cuestionario dividido versus el es-
timador t̂∗) encontramos valores inferiores al 1% para la percepción de seguridad e
inferiores al 1, 5% para la percepción de inseguridad, evidenciando así el excelente
comportamiento que ofrece la metodología SQD como alternativa para la aplicación
de encuestas muestrales.

Si bien un diseño de cuestionario dividido tiene un buen comportamiento a nivel
de estimación en comparación con un diseño tradicional, también podemos encon-
trar ventajas relacionadas con los costos de la encuesta. De manera ilustrativa,
asumiendo un promedio de dos personas mayores de 14 años por hogar y un costo
de $100 por pregunta (tiempo aproximado de una pregunta 10 segundos); equivale
a tener un cuestionario completo de 455 preguntas (variables) y aplicar este cues-
tionario tendría un costo de $45.500 por persona. Al considerar el tamaño muestral
de hogares (véase la tabla 3.24) se obtiene un costo total de $3.551.548.000.

Ahora, al considerar un diseño de cuestionario dividido y los costos marginales de
la tabla 3.24 los cuales han sido calculados bajo las mismas condiciones anteriores;
encontramos un costo total de la encuesta de $2.318.679.600 lo cual representa una
reducción o ahorro del 35%. El ahorro monetario que podría obtenerse aplicando
un diseño de cuestionario dividido podría representar un atractivo llamativo para
cualquier investigador en la fase de diseño de una encuesta.
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3.3 Estimador en dos fases bajo simulación

En esta sección se presenta el resultado de la simulación realizada considerando el
estimador en dos fases bajo un diseño de muestreo aleatorio simple tal como se
plantea en la sección 2.6.2, al que llamaremos t̂dfπ ; así como los estimadores del total
poblacional bajo la metodología tradicional del muestreo basado en el diseño t̂π y
los estimadores simple y MELI del enfoque de cuestionario dividido SQD t̂simple

π y
t̂sqdπ respectivamente. Más detalles de estos estimadores se muestran en las secciones
2.1.1 a 2.1.3.

3.3.1 Diseño MAS

Para este escenario de simulación se consideró una población de tamaño N = 30.000
personas y bajo el diseño de muestreo aleatorio simple se seleccionaron 5.000 mues-
tras de tamaño n = 0.15×N (15% del tamaño poblacional N).

Se construyó un cuestionario compuesto por 14 variables simuladas bajo las dis-
tribuciones Bernoulli, Poisson y Normal, el cual llamaremos cuestionario completo:

• xj ∼ Ber(p), p ∈ {0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9}; j = 1, . . . , 8

• xj′ ∼ Pois(λ), λ ∈ {18, 30, 42, 54, 66, 78, 90}; j′ = 1, . . . , 3

• xj′′ ∼ N(µ, σ2), µ > 0, σ > 0; j′′ = 1, . . . , 4

Bajo la metodología tradicional de muestreo las estimaciones del total y la varianza
del el π-estimador se realizaron tal como se muestra en la sección (2.1.1). Mientras
que para incorporar el diseño de cuestionario dividido se dividió el cuestionario
completo en dos subcuestionarios o módulos (Q = 2) con siete variables cada uno
de la siguiente forma:

• Módulo 1 con 7 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2

• Módulo 2 con 7 variables:

– xj ∼ Ber(p), j = 1, . . . , 4

– xj′ ∼ Pois(λ), j′ = 1

– xj′′ ∼ N(µ, σ2), j′′ = 1, 2
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En este escenario se usaron dos esquemas de patrones para la estimación de pa-
rámetros. Un primer esquema de patrones se da para los estimadores t̂simple

π y
t̂sqdπ y se presenta en la tabla A.1 del anexo A.1 con vector de tamaño muestral
(n(1), n(2), n(3)) = (0.35, 0.35, 0.30)× n, es decir, el 35%, 35% y 30% del tamaño de
muestra original n. Las estimaciones de los parámetros se realizaron mediante el
estimador simple y el mejor estimador lineal insesgado (sección 2.1.3).

Para las estimaciones de parámetros usando el estimador en dos fases o estimador
de regresión se aplicó la metodología propuesta en la sección 2.6.2 considerando el
esquema de patrones de la tabla A.4 del anexo A.1 (también puede verse la tabla 2.2
de la sección 2.6.2) con vector de tamaño muestral (n(1), n(3)) = (0.35, 0.65)× n, es
decir, el 35% y 65% del tamaño de muestra original n. A continuación los resultados3:

Población Muestra

Variable t t̂π t̂simple
π t̂sqdπ t̂dfπ

x1.bernoulli 12,05 12,06 12,06 12,06 12,06

x2.bernoulli 24,05 24,04 24,04 24,05 24,04

x3.bernoulli 9,10 9,10 9,10 9,10 9,10

x4.bernoulli 11,92 11,92 11,91 11,91 11,92

x5.poisson 539,66 539,64 539,62 539,61 539,64

x6.normal 2994,92 2995,04 2995,09 2995,10 2995,04

x7.normal 29939,58 29939,94 29939,15 29939,28 29939,94

x8.bernoulli 14,87 14,87 14,87 14,87 14,87

x9.bernoulli 17,94 17,93 17,93 17,93 17,93

x10.bernoulli 21,06 21,06 21,06 21,06 21,06

x11.bernoulli 24,03 24,03 24,03 24,04 24,03

x12.poisson 1258,61 1258,56 1258,60 1258,59 1258,52

x13.normal 7503,99 7503,89 7503,83 7503,82 7503,37

x14.normal 24842282,10 24842270,58 24842320,63 24842312,63 24840790,71

Sesgo Relativo

B
(
t̂π
)

B
(
t̂simple
π

)
B
(
t̂sqdπ

)
B
(
t̂dfπ
)

0,04 0,04 0,02 0,04

0,01 0,02 0,00 0,01

0,00 0,01 0,04 0,00

0,02 0,02 0,04 0,02

0,00 0,01 0,01 0,00

0,00 0,01 0,01 0,00

0,00 0,00 0,00 0,00

0,01 0,00 0,00 0,00

0,02 0,03 0,02 0,04

0,00 0,00 0,02 0,01

0,01 0,02 0,04 0,01

0,00 0,00 0,00 0,01

0,00 0,00 0,00 0,01

0,00 0,00 0,00 0,01

Tabla 3.26: MAS, dos fases. Total estimado (izquierda) y Sesgo relativo (derecha,
valores en porcentaje).

3Los totales estimados t̂∗
π
así como la estimación de varianza V̂

(
t̂∗
π

)
y la esperanza de la varianza

estimada E
[
V̂
(
t̂∗
π

)]
se muestrán en miles para facilitar la visualización de información.
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Varianza

Variable V̂
(
t̂π
)

V̂
(
t̂simple
π

)
V̂
(
t̂sqdπ

)
V̂
(
t̂dfπ
)

x1.bernoulli 40,00 64,42 64,78 40,00

x2.bernoulli 27,33 45,21 45,40 27,33

x3.bernoulli 34,10 57,56 57,92 34,10

x4.bernoulli 41,77 66,56 66,76 41,77

x5.poisson 3118,63 4997,24 5021,50 3118,63

x6.normal 69957,86 113811,31 114273,16 69957,86

x7.normal 3803397,47 6384940,30 6400707,02 3803397,47

x8.bernoulli 42,12 69,30 69,60 76,92

x9.bernoulli 40,08 63,24 63,57 73,89

x10.bernoulli 35,32 57,36 57,76 64,96

x11.bernoulli 26,72 44,11 44,30 49,46

x12.poisson 7286,61 11929,79 11980,25 12941,25

x13.normal 37703,20 62477,72 62528,61 68375,31

x14.normal 17517799477,93 28969825748,16 29116743665,76 30760379449,59

Deff

V̂
(
t̂simple
π

)

V̂
(
t̂π
)

V̂
(
t̂sqdπ

)

V̂
(
t̂π
)

V̂
(
t̂dfπ
)

V̂
(
t̂π
)

1,6 1,6 1,0

1,7 1,7 1,0

1,7 1,7 1,0

1,6 1,6 1,0

1,6 1,6 1,0

1,6 1,6 1,0

1,7 1,7 1,0

1,6 1,7 1,8

1,6 1,6 1,8

1,6 1,6 1,8

1,7 1,7 1,9

1,6 1,6 1,8

1,7 1,7 1,8

1,7 1,7 1,8

Tabla 3.27: MAS, dos fases. Varianza de los totales estimados.

En el caso de la varianza del π-estimador (tabla 3.27), el sesgo relativo evidencia
buenos resultados (tabla 3.28) para los estimadores simple y MELI bajo cuestionario
dividido y el estimador bajo la metodología tradicional del diseño MAS. Esto con-
firma de nuevo que es viable el uso de un diseño de cuestionario dividido como opción
a tener en cuenta durante la fase del diseño muestral para la aplicación de encuestas.
Este argumento tiene como soporte adicional los resultados proporcionados por el
coeficiente de variación del total poblacional estimado presentado en la tabla 3.29.

Muestra

Variable E
[
V̂
(
t̂π
)]

E
[
V̂
(
t̂simple
π

)]
E
[
V̂
(
t̂sqdπ

)]
E
[
V̂
(
t̂dfπ
)]

x1.bernoulli 40,87 66,76 70,10 40,87

x2.bernoulli 27,05 44,21 46,39 27,05

x3.bernoulli 35,92 58,68 61,61 35,92

x4.bernoulli 40,70 66,49 69,82 40,70

x5.poisson 3059,37 4997,04 5243,97 3059,37

x6.normal 67815,38 110778,04 116264,43 67815,38

x7.normal 3840840,81 6274926,62 6584445,72 3840840,81

x8.bernoulli 42,50 69,42 72,90 76,92

x9.bernoulli 40,88 66,78 70,13 73,99

x10.bernoulli 35,57 58,10 61,00 64,38

x11.bernoulli 27,11 44,26 46,45 49,05

x12.poisson 7210,73 11773,63 12355,36 13045,58

x13.normal 38152,95 62326,10 65407,47 69059,39

x14.normal 17232695115,91 28142092120,44 29532387866,36 31182373540,66

Sesgo Relativo

B
[
V̂
(
t̂π
)]

B
[
V̂
(
t̂simple
π

)]
B
[
V̂
(
t̂sqdπ

)]
B
[
V̂
(
t̂dfπ
)]

2,17 3,63 8,21 2,17

1,02 2,21 2,18 1,02

5,34 1,95 6,37 5,34

2,56 0,11 4,58 2,56

1,90 0,00 4,43 1,90

3,06 2,67 1,74 3,06

0,98 1,72 2,87 0,98

0,90 0,17 4,74 0,01

2,00 5,60 10,32 0,14

0,71 1,29 5,61 0,89

1,46 0,34 4,85 0,84

1,04 1,31 3,13 0,81

1,19 0,24 4,60 1,00

1,63 2,86 1,43 1,37

Tabla 3.28: MAS, dos fases. Esperanza de varianza estimada (izquierda) y Sesgo
relativo (derecha, valores en porcentaje).
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Variable cv
(
t̂π
)

cv
(
t̂simple
π

)
cv
(
t̂sqdπ

)
cv
(
t̂dfπ
)

x1.bernoulli 1,68 2,15 2,20 1,68

x2.bernoulli 0,68 0,87 0,89 0,68

x3.bernoulli 2,12 2,71 2,78 2,12

x4.bernoulli 1,69 2,16 2,21 1,69

x5.poisson 0,32 0,41 0,42 0,32

x6.normal 0,27 0,35 0,36 0,27

x7.normal 0,21 0,26 0,27 0,21

x8.bernoulli 1,37 1,76 1,80 1,85

x9.bernoulli 1,12 1,44 1,47 1,51

x10.bernoulli 0,91 1,16 1,19 1,22

x11.bernoulli 0,69 0,88 0,90 0,93

x12.poisson 0,21 0,27 0,28 0,29

x13.normal 0,08 0,10 0,11 0,11

x14.normal 0,02 0,02 0,02 0,02

Tabla 3.29: MAS, dos fases. Coeficiente de variación, valores en porcentaje.

3.3.2 Diseño PPT

En esta sección se llevó a cabo un escenario de simulación bajo el diseño PPT
(sección 2.4) el cual es un diseño de muestreo con reemplazo y probabilidad pk
proporcional a una variable auxiliar xk. Para tal fin se consideró una población de
tamañoN = 30.000 persona seleccionando 10.000muestras de tamaño n = 0.15×N .

Se consideró un cuestionario completo formado únicamente por dos variables, asu-
miendo así que cada módulo (Q=1,2) tiene una única variable4. El módulo uno
con la variable Y1 y el módulo dos con la variable Y2. Adicionalmente se consideró
una variable X1 altamente correlacionada con Y1 (ρxy > 98%) para el cálculo de las
probabilidades de inclusión pk =

xk∑
u xk

.

• y1 ∼ N(µ, σ2), µ > 0, σ > 0

• y2 ∼ Pois(λ)

• x1 ∼ y1

El esquema de patrones para los estimadores t̂simple
pwr y t̂sqdpwr se presenta en la tabla A.1

del anexo A.1 con vector de tamaño muestral (n(1), n(2), n(3)) = (0.35, 0.35, 0.30)×n
y las estimaciones de los parámetros se realizaron mediante el estimador simple y el
mejor estimador lineal insesgado (sección 2.4.2).

4Esto debe ser así para poder incorporar el esquema de cuestionario dividido.
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Para las estimaciones de parámetros usando el estimador en dos fases o estimador
de regresión t̂dfpwr se aplicó la metodología propuesta en la sección 2.6.2 considerando
el esquema de patrones de la tabla A.4 del anexo A.1 con vector de tamaño muestral
(n(1), n(3)) = (0.35, 0.65)× n. A continuación los resultados5:

Población Muestra

Variable t t̂pwr t̂simple
pwr t̂sqdpwr t̂dfpwr

Y1 24.836.559,77 24.836.561,76 24.836.561,90 24.836.561,89 24.836.561,76

Y2 809,98 810,08 810,09 810,09 810,09

Sesgo Relativo

B
(
t̂pwr

)
B
(
t̂simple
pwr

)
B
(
t̂sqdpwr

)
B
(
t̂dfpwr

)

0,000 0,000 0,000 0,000

0,012 0,014 0,013 0,014

Tabla 3.30: PPT. Total estimado (izquierda) y Sesgo relativo (derecha, valores en
porcentaje).

Varianza

Variable V̂
(
t̂pwr

)
V̂
(
t̂simple
pwr

)
V̂
(
t̂sqdpwr

)
V̂
(
t̂dfpwr

)

Y1 163.408,10 265.696,49 265.823,89 163.408,10

Y2 2.384,77 3.840,41 3.843,36 3.840,37

Pseudo Deff

V̂
(
t̂simple
pwr

)

V̂
(
t̂pwr

)
V̂
(
t̂sqdpwr

)

V̂
(
t̂pwr

)
V̂
(
t̂dfpwr

)

V̂
(
t̂pwr

)

1,6 1,6 1,0

1,6 1,6 1,6

Tabla 3.31: PPT. Varianza de los totales estimados.

En el caso de la varianza del pwr-estimador (tabla 3.31), el sesgo relativo negativo
indica que se está sobreestimando dicho parámetro; esto puede verse en el lado
izquierdo de la tabla 3.32 en donde incluso puede apreciarse que los estimadores bajo
cuestionario divido son muchísimo más grandes en comparación con el estimador de
varianza bajo el diseño ppt sin dicho esquema. El sesgo de la varianza es aceptable
por tener valores entre −20% y 20%. En la tabla 3.31 se usa el término psudo deff
y no deff propiamente debido a que en el denominador se tiene la varianza de un
diseño PPT y no el de un diseño MAS.

Muestra

Variable E
[
V̂
(
t̂pwr

)]
E
[
V̂
(
t̂simple
pwr

)]
E
[
V̂
(
t̂sqdpwr

)]
E
[
V̂
(
t̂dfpwr

)]

Y1 163.408,10 265.696,49 265.823,89 163.408,10

Y2 2.384,77 3.840,41 3.843,36 3.840,37

Sesgo Relativo

B
[
V̂
(
t̂pwr

)]
B
[
V̂
(
t̂simple
pwr

)]
B
[
V̂
(
t̂sqdpwr

)]
B
[
V̂
(
t̂dfpwr

)]

12,17 6,13 6,00 12,17

13,33 8,28 8,12 8,29

Tabla 3.32: PPT. Esperanza de varianza estimada (izquierda) y Sesgo relativo
(derecha, valores en porcentaje).

5Los totales estimados t̂∗
pwr

así como la estimación de varianza V̂
(
t̂∗
pwr

)
y la esperanza de la

varianza estimada E
[
V̂
(
t̂∗
pwr

)]
se muestrán en miles para facilitar la visualización de información.
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Finalmente, como resultado de este escenario de simulación para el total poblacional
estimado bajo los diferentes estimadores, se evidencia un buen comportamiento de
los mismos y esto puede verse mediante el sesgo relativo y el coeficiente de variación
en ambos casos cercanos a cero (tablas 3.32 y 3.31 respectivamente).

Variable cv
(
t̂pwr

)
cv
(
t̂simple
pwr

)
cv
(
t̂sqdpwr

)
cv
(
t̂dfpwr

)

Y1 0,00005 0,00007 0,00007 0,00005

Y2 0,20294 0,25173 0,25164 0,25173

Tabla 3.33: PPT. Coeficiente de variación, valores en porcentaje.
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Capítulo 4

Conclusiones

En la actualidad los cuestionarios aplicados por las Oficinas de Estadística Na-
cionales como el Departamento Nacional de Estadística – DANE en el caso de
Colombia son cada vez más extensos y pueden considerar hasta 300 preguntas o
más, contenidas en varios módulos o subcuestionarios con duraciones de la apli-
cación de la encuesta incluso de dos o tres horas por hogar, se propone el uso de
cuestionarios divididos. Esto es, submuestras de la muestra original con diferentes
configuraciones (parciales) del cuestionario. Autores como Adams & Darwin (1982),
Dillman et al. (1993) y Roszkowski & Bean (1990) muestran evidencia empírica de
que las encuestas con cuestionarios largos tienden a tener altas tasas de no respuesta.

De acuerdo con Chipperfield & Steel (2009), al aplicar encuestas bajo una muestra
poblacional es usual que se imponga la regla de recoger la información de las J varia-
bles asociadas a todos los individuos seleccionados. Ser flexibles en este supuesto o
regla, permite que se recoja la información de las J variables de cualquier individuo
de la muestra. Este es el principio básico bajo el cual se desarrolla la metodología
del diseño de cuestionario dividido (SQD).

En este trabajo se incorporó la metodología SQD a los diseños de muestreo más cono-
cidos determinando así la forma de los estimadores Horvitz–Thompson y Hansen–
Hurwitz para el total poblacional y su estimador de varianza en diseños de muestreo
sin reemplazo (MAS y Estratificado, EST–MAS), muestreo con reemplazo (SIR
y PPT) y diseños más complejos tales como el diseño en dos etapas MAS–MAS.
La metodología fue puesta a prueba mediante dos escenarios de simulación (MAS,
MAS–MAS) y una aplicación con datos de la Encuesta de Convivencia y Seguridad
Ciudadana (ECSC).

A diferencia del trabajo de Chipperfield & Steel (2009) en el cual describen la meto-
dología SQD para el diseño MAS, los autores asumen que la fracción de muestreo

n

N
es pequeña de modo que el factor de corrección de población finita es ignorado, este
trabajo no contempla dicha restrinción y por el contrario emplea la teoría clásica del
muestreo basado en el diseño de acuerdo con Särndal, Swensson & Wretman (1992).
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En las secciones 3.1.1 y 3.1.2 se desarrollaron escenarios de simulación bajo la meto-
dología SQD para el diseño de muestreo aleatorio sin reemplazo MAS (escenario 1)
y el diseño en dos etapas MAS–MAS (escenario 2). En cada uno de estos escenarios
se realizó la estimación de parámetros para el total población y su varianza esti-
mada bajo la metodología tradicional del muestreo basado en el diseño como punto
de comparación frente al enfoque de un diseño de cuestionario dividido mediante
el mejor estimador lineal insesgado (MELI) y un estimador alternativo llamado es
simple. Como medida de comparación de éstos estimadores se usó el sesgo relativo
y el coeficiente de variación.

En el primer escenario de simulación (sección 3.1.1) se consideró el diseño de muestreo
aleatorio simple y se tuvo en cuenta además, la cantidad de módulos Q = 2, 3, 4 para
la estimación de parámetros. Los resultados muestran coeficientes de variación para
el total poblacional estimado inferiores al 3.1%, véase tablas 3.5, 3.11 y 3.17, con
sesgos relativos variando entre (−1%, 1%), véase tablas 3.1, 3.7 y 3.13. Para la
varianza estimada de la estimación del total poblacional se presentaron sesgos rel-
ativos que en su mayoría oscilan en el intervalo (−7%, 9%), véase tablas 3.4, 3.10
y 3.16. Los resultados evidencian un excelente comportamiento ya que tanto los
coeficientes de variación como los sesgos relativos son similares entre sí tanto para
el total poblacional estimado como su estimador de varianza.

En el segundo escenario de simulacion (sección 3.1.2) se consideró el diseño en dos
etapas MAS–MAS bajo Q = 2 módulos1 usando los datos de proyecciones de pobla-
ción 2019 desagregado por comunas para la ciudad de Medellín (departamento de
Antioquia), como fuente de información poblacional de individuos para la simulacion
de variables.

Los resultados de esta simulación para el total poblacional estimado muestran me-
diante el sesgo relativo (tabla 3.19) que los mejores resultados provienen de las
estimaciones del total mediante la metodología tradicional del muestreo basado en
el diseño. Sin embargo, bajo el enfoque de diseño de cuestionario dividido los resul-
tados siguen siendo óptimos, evidenciando un mejor comportamiento en el estimador
simple que en el estimador MELI. Es de mencionar que en los dos enfoques, tanto
tradicional como en cuestionario dividido existe una tendencia de sobreestimación
de los parámetros.

Por su parte, con relación a los coeficientes de variación (tabla 3.21) se evidencian
mejores resultados para la estimación bajo el enfoque de cuestionario dividido en el
estimador MELI en comparación con la metodología tradicional del diseño MAS–
MAS. Coeficientes de variación de hasta 12.15% en la metodología tradicional versus
coeficientes de variación de hasta 5.21% bajo el MELI en SQD.

1En este escenario de simulación unicamente se contempló el caso en que se tienen dos cuen-
tionarios (Q = 2) debido a que tal como ocurrió en el escenario 1 se espera que el comportamiento
para Q = 3 y Q = 4 mantengan la misma tendencia.
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En las secciones 3.3.1 y 3.3.2 se realizaron escenarios de simulación para un estimador
alternativo aplicable en la metodología de cuestionario dividido, adicional a los ya
considerados en las secciones 3.1.1 y 3.1.2. En este caso se trata de un estimador de
regresión o estimador en dos fases el cual fue puesto a prueba bajo los diseños de
muestreo MAS y PPT mostrando excelentes resultados o comportamiento a nivel de
sesgo relativo y coeficiente de variación para los estimadores del total poblacional y
su varianza en ambos escenarios.
En diseños de muestreo complejos es usual una alta demanda de sistema compu-
tacional (hardware) para el procedimiento de la información sobre todo grandes
volúmenes de datos.

En la estimación bajo MELI en un diseño de cuestionario dividido el término VVV (por
ejemplo véase las ecuaciones 2.7 y 2.9 de la sección 2.1.3) que representa la matriz
de varianza–covarianza del vector de totales estimados bajo el diseño de muestreo
α, tiene elementos V̂

(p)

q que involucran tanto varianzas como covarianzas basadas
en el diseño de muestreo que se esté usando. Los términos de covarianzas pueden
llegar a dificultar la aplicación del diseño muestral con enfoque SQD sobre todo si se
usan diseños complejos. Una alternativa simplista2 puede ser la omisión de dichas
covarianzas (covarianza cero), de tal forma que los elementos V̂

(p)

q en VVV se reducen
únicamente a las varianzas del diseño de muestreo. Sin embargo, es de señalar
que la medición de este impacto el cual está fuera del alcance de este trabajo es
desconocido3, así como las implicaciones que acarrean sobre la estimación final del
vector de totales poblacionales ttt mediante el estimador MELI en SQD t̂tt

sq
. Siendo

esto un posible punto de partida para considerar en futuros trabajos.

2Simplifica procesos computacionales, de programación y ejecución de cálculos bajo software.
Además podría ayudar al usuario evitando tener que definir la estructura de covarianza (fórmula
matemática).

3No se llevó a cabo debido al gran esfuerzo y tiempo que implican el diseño de escenarios
propicios para su medición, la programación de algoritmos (desarrollo de scripts, funciones y demás)
y la ejecución de los mismos.
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Apéndice A

Anexos

A.1 Tablas de patrones

En esta sección se presentan el esquema de patrones usado al aplicar la metodología
de diseño de cuestionario dividido según la cantidad de cuestionarios Q.

Patrón p Q1 Q2 Tamaño Muestral Costo Marginal
1 X n(1) c(1)

2 X n(2) c(2)

3 X X n(3) c(3)

Tabla A.1: Patrones para Q = 2

Patrón p Q1 Q2 Q3 Tamaño Muestral Costo Marginal
1 X n(1) c(1)

2 X n(2) c(2)

3 X n(3) c(3)

4 X X n(4) c(4)

5 X X n(5) c(5)

6 X X n(6) c(6)

7 X X X n(7) c(7)

Tabla A.2: Patrones para Q = 3
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Patrón p Q1 Q2 Q3 Q4 Tamaño Muestral Costo Marginal
1 X n(1) c(1)

2 X n(2) c(2)

3 X n(3) c(3)

4 X n(4) c(4)

5 X X n(5) c(5)

6 X X n(6) c(6)

7 X X n(7) c(7)

8 X X n(8) c(8)

9 X X n(9) c(9)

10 X X n(10) c(10)

11 X X X n(11) c(11)

12 X X X n(12) c(12)

13 X X X n(13) c(13)

14 X X X n(14) c(14)

15 X X X X n(15) c(15)

Tabla A.3: Patrones para Q = 4

Patrón p Q1 Q2 Tamaño Muestral Costo Marginal
1 X n(1) c(1)

3 X X n(3) c(3)

Tabla A.4: Patrones monótonos para Q = 2. Estimador en dos fases
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A.2 Códigos R

En esta sección se muestran los detalles de la programación y códigos elaborados en
el paquete estadístico R (Team 2020) usados en este trabajo para llevar a cabo el
desarrollo de los diferentes escenarios de simulación, así como la aplicación basada
en la Encuesta de Convivencia y Seguridad Ciudadana (ECSC) 2019.

A.2.1 Escenario de simulación 1

Los códigos presentados a continuación corresponden al escenario de simulacion de
la sección 3.1.1.

##################################################################
################## INICIO CODIGO ESCENARIO 1 #####################

##################################################################
# Simulación de N observaciones con 30 variables: Bernoulli (15),
# Poisson (7) y Normal (8)

database.simulated <- function(N){
# Variables Bernoulli
p<-seq(from=0.1, to=0.9, by=0.1)
x1.bernoulli<-rbinom(N,1,p[4])
x2.bernoulli<-rbinom(N,1,p[8])
x3.bernoulli<-rbinom(N,1,p[3])
x4.bernoulli<-rbinom(N,1,p[4])
x5.bernoulli<-rbinom(N,1,p[5])
x6.bernoulli<-rbinom(N,1,p[6])
x7.bernoulli<-rbinom(N,1,p[7])
x8.bernoulli<-rbinom(N,1,p[8])
x9.bernoulli<-rbinom(N,1,p[9])
x10.bernoulli<-rbinom(N,1,p[4])
x11.bernoulli<-rbinom(N,1,p[8])
x12.bernoulli<-rbinom(N,1,p[3])
x13.bernoulli<-rbinom(N,1,p[4])
x14.bernoulli<-rbinom(N,1,p[5])
x15.bernoulli<-rbinom(N,1,p[6])

# Variables Poisson
lambda<-seq(from=18, to=95, by=12)
x1.poisson<-rpois(N,lambda[1])
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x2.poisson<-rpois(N,lambda[2])
x3.poisson<-rpois(N,lambda[3])
x4.poisson<-rpois(N,lambda[4])
x5.poisson<-rpois(N,lambda[5])
x6.poisson<-rpois(N,lambda[6])
x7.poisson<-rpois(N,lambda[7])

# Variables Normal
# sd entre [mu-3k ; mu+3k]
x1.normal<-round(rnorm(N, mean=100, sd=20), 2)
x2.normal<-round(rnorm(N, mean=1000, sd=150), 3)
x3.normal<-round(rnorm(N, mean=250, sd=15), 2)
x4.normal<-round(rnorm(N, mean=828000, sd=10000), 0)
x5.normal<-round(rnorm(N, mean=50, sd=4), 0)
x6.normal<-round(rnorm(N, mean=25, sd=3), 0)
x7.normal<-round(rnorm(N, mean=500, sd=73), 1)
x8.normal<-abs(round(rnorm(N, mean=2, sd=1), 0))

# Base con todas las variables
database<-data.frame(id=1:N, x1.bernoulli, x2.bernoulli,
x3.bernoulli, x4.bernoulli, x5.bernoulli, x6.bernoulli,
x7.bernoulli, x8.bernoulli, x9.bernoulli, x10.bernoulli,
x11.bernoulli, x12.bernoulli, x13.bernoulli, x14.bernoulli,
x15.bernoulli, x1.poisson, x2.poisson, x3.poisson,
x4.poisson, x5.poisson, x6.poisson, x7.poisson,
x1.normal, x2.normal, x3.normal, x4.normal, x5.normal,
x6.normal, x7.normal, x8.normal)

cat("Se genera base de datos de tamanno poblacional N =",N)
database

}
# Modo de uso:
# database.simulated(N) # N es el tamaño poblacional
# database_pr<-database.simulated(1000)

##################################################################
##################################################################

# Selecciona nj individuos de forma aleatoria en el patron j
require(sqldf)

select.id.sqd<-function(id, nj){
mj<-idj<-list()
idj[[1]]<-id
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for (i in 1:length(nj))
mj[[i]]<-sample(as.matrix(idj[[i]]), nj[i])
id_1<-data.frame(id=idj[[i]])
sample_i<-data.frame(id=mj[[i]])
idj[[i+1]]<-sqldf(’select t1.* from id_1 t1
left join sample_i t2 on (t1.id=t2.id) where t2.id is null’)

mj
}

# Ejecucion: select.id.sqd(id, nj)
# id: vectos con el id de los individuos
# nj: vector de tamaños de muesta

# Output
# Una lista con elementos seleccionados en cada tamaño de muestra

# select.id.sqd(id=1:15, nj=c(2,2,2))
# select.id.sqd(id=database$id, nj=c(2,2,2)) # not run

##################################################################
##################################################################

# pi-estimador bajo MAS
pi.mas<-function(N, datos){
(N*colMeans(datos))

}
# Uso: pi.mas(N, datos)

# varianza estimada del pi-estimador bajo MAS
var.mas<-function(N, datos){
(N^2*(1-(nrow(datos)/N))/nrow(datos))*diag(var(datos))

}
# Uso: var.mas(N, datos)
# N es el tamaño poblacional, datos es la muestra de información

##################################################################
##################################################################

# V es una matriz diagonal por bloques (MxM), donde
# los bloques son matrices de varianzas-covarianzas
v2k<-function(N, Pat1, Pat2, Pat3){

82



nj<-c(nrow(Pat1), nrow(Pat2), nrow(Pat3))
filas_Pat1<-columnas_Pat1<-ncol(data.frame(Pat1))
filas_Pat2<-columnas_Pat2<-ncol(data.frame(Pat2))
filas_Pat3<-columnas_Pat3<-ncol(data.frame(Pat3))
dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3
v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
colnames(v_inic)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3))
v_inic[1:filas_Pat1,1:columnas_Pat1]<-(N^2*(1-(nj[1]/N))/
nj[1])*var(Pat1)
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-(N^2*(1-(nj[2]/N
))/nj[2])*var(Pat2)

}
# Uso: v2k(N, Pat1, Pat2, Pat3)
# N es el tamaño poblacional; Pat1, Pat2, Pat3 son los patrones
# V<-v2k(N, Pat1,Pat2,Pat3)

#############

# V es una matriz diagonal por bloques (MxM), donde
# los bloques son matrices de varianzas-covarianzas
v4k<-function(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7,
Pat8, Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15){
nj<-c(nrow(Pat1), nrow(Pat2), nrow(Pat3), nrow(Pat4),
nrow(Pat5), nrow(Pat6), nrow(Pat7), nrow(Pat8),
nrow(Pat9), nrow(Pat10), nrow(Pat11), nrow(Pat12),
nrow(Pat13), nrow(Pat14), nrow(Pat15))
filas_Pat1<-columnas_Pat1<-ncol(data.frame(Pat1))
filas_Pat2<-columnas_Pat2<-ncol(data.frame(Pat2))
filas_Pat3<-columnas_Pat3<-ncol(data.frame(Pat3))
filas_Pat4<-columnas_Pat4<-ncol(data.frame(Pat4))
filas_Pat5<-columnas_Pat5<-ncol(data.frame(Pat5))
filas_Pat6<-columnas_Pat6<-ncol(data.frame(Pat6))
filas_Pat7<-columnas_Pat7<-ncol(data.frame(Pat7))
filas_Pat8<-columnas_Pat8<-ncol(data.frame(Pat8))
filas_Pat9<-columnas_Pat9<-ncol(data.frame(Pat9))
filas_Pat10<-columnas_Pat10<-ncol(data.frame(Pat10))
filas_Pat11<-columnas_Pat11<-ncol(data.frame(Pat11))
filas_Pat12<-columnas_Pat12<-ncol(data.frame(Pat12))
filas_Pat13<-columnas_Pat13<-ncol(data.frame(Pat13))
filas_Pat14<-columnas_Pat14<-ncol(data.frame(Pat14))
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filas_Pat15<-columnas_Pat15<-ncol(data.frame(Pat15))
dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3+columnas_Pat4+
columnas_Pat5+columnas_Pat6+columnas_Pat7+

columnas_Pat8+columnas_Pat9+columnas_Pat10+
columnas_Pat11+columnas_Pat12+columnas_Pat13+columnas_Pat14+
columnas_Pat15

v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
colnames(v_inic)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3), colnames(Pat4), colnames(Pat5),
colnames(Pat6), colnames(Pat7), colnames(Pat8),
colnames(Pat9), colnames(Pat10), colnames(Pat11),
colnames(Pat12), colnames(Pat13), colnames(Pat14),
colnames(Pat15))

v_inic[1:filas_Pat1,1:columnas_Pat1]<-(N^2*(1-(nj[1]/N))/
nj[1])*var(Pat1)
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-(N^2*(1-(nj[2]
/N))/nj[2])*var(Pat2)
v_inic[(filas_Pat1+filas_Pat2+1):(filas_Pat1+filas_Pat2+
filas_Pat3), (columnas_Pat1+filas_Pat2+1):(columnas_Pat1
+columnas_Pat2+columnas_Pat3)]<-(N^2*(1-(nj[3]/N))/nj[3])*var(Pat3)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+1):(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4), (columnas_Pat1+columnas_Pat2+
columnas_Pat3+1):(columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4)]<-(N^2*(1-(nj[4]/N))/nj[4])*var(Pat4)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4+1):(filas_Pat1
+filas_Pat2+filas_Pat3+filas_Pat4+filas_Pat5), (columnas_Pat1
+columnas_Pat2+columnas_Pat3
+columnas_Pat4+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+
columnas_Pat4+columnas_Pat5)]<-(N^2*(1-(nj[5]/N))/
nj[5])*var(Pat5)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4+
filas_Pat5+1):(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+
filas_Pat5+filas_Pat6), (columnas_Pat1+columnas_Pat2
+columnas_Pat3+
columnas_Pat4+columnas_Pat5+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+
columnas_Pat5+columnas_Pat6)]<-(N^2*(1-(nj[6]/N))/
nj[6])*var(Pat6)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+
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filas_Pat5+filas_Pat6+1):(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4
+filas_Pat5+
filas_Pat6+filas_Pat7), (columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4+
columnas_Pat5+columnas_Pat6+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3
+columnas_Pat4+
columnas_Pat5+columnas_Pat6
+columnas_Pat7)]<-(N^2*(1-(nj[7]/N))/nj[7])*var(Pat7)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+
filas_Pat5+filas_Pat6+filas_Pat7+1):(filas_Pat1
+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5+
filas_Pat6+filas_Pat7+filas_Pat8), (columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+
columnas_Pat5+columnas_Pat6
+columnas_Pat7+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+
columnas_Pat5+columnas_Pat6
+columnas_Pat7+columnas_Pat8)]<-(N^2*
(1-(nj[8]/N))/nj[8])*var(Pat8)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4+
filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8+1):(filas_Pat1
+filas_Pat2
+filas_Pat3+filas_Pat4+filas_Pat5+
filas_Pat6+filas_Pat7+filas_Pat8
+filas_Pat9), (columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4+
columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8+1):(columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4+
columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8+
columnas_Pat9)]<-(N^2*(1-(nj[9]/N))
/nj[9])*var(Pat9)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+
filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8
+filas_Pat9+1):(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5+
filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10), (columnas_Pat1+columnas_Pat2
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+columnas_Pat3+columnas_Pat4+
columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8+
columnas_Pat9+1):(columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4+
columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8+
columnas_Pat9+columnas_Pat10)]<-
(N^2*(1-(nj[10]/N))/nj[10])*var(Pat10)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4+
filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10+1):(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4
+filas_Pat5
+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10
+filas_Pat11), (columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7+columnas_Pat8
+columnas_Pat9+filas_Pat10+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3
+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8
+columnas_Pat9+columnas_Pat10
+columnas_Pat11)]<-(N^2*(1-(nj[11]
/N))/nj[11])*var(Pat11)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4+
filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10+filas_Pat11+1):(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4
+filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10+filas_Pat11+filas_Pat12), (columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6
+columnas_Pat7+columnas_Pat8
+columnas_Pat9+filas_Pat10+filas_Pat11+1):(columnas_Pat1
+columnas_Pat2
+columnas_Pat3
+columnas_Pat4+columnas_Pat5
+columnas_Pat6+columnas_Pat7
+columnas_Pat8+columnas_Pat9+columnas_Pat10+columnas_Pat11
+columnas_Pat12)]<-(N^2
*(1-(nj[12]/N))/nj[12])*var(Pat12)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3
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+filas_Pat4
+filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8
+filas_Pat9
+filas_Pat10+filas_Pat11+filas_Pat12+1):(filas_Pat1+filas_Pat2
+filas_Pat3
+filas_Pat4+filas_Pat5
+filas_Pat6+filas_Pat7+filas_Pat8
+filas_Pat9+filas_Pat10
+filas_Pat11+filas_Pat12+filas_Pat13),
(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8
+columnas_Pat9+filas_Pat10+filas_Pat11
+filas_Pat12+1):(columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7
+columnas_Pat8
+columnas_Pat9+columnas_Pat10+columnas_Pat11
+columnas_Pat12
+columnas_Pat13)]<-(N^2*(1-(nj[13]/N))/nj[13])*var(Pat13)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+filas_Pat4
+filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10+filas_Pat11+filas_Pat12
+filas_Pat13+1):(filas_Pat1
+filas_Pat2+filas_Pat3+filas_Pat4+filas_Pat5
+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10
+filas_Pat11+filas_Pat12+filas_Pat13+filas_Pat14),
(columnas_Pat1
+columnas_Pat2+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6
+columnas_Pat7+columnas_Pat8
+columnas_Pat9+filas_Pat10+filas_Pat11
+filas_Pat12+filas_Pat13+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3
+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7+columnas_Pat8
+columnas_Pat9+columnas_Pat10
+columnas_Pat11+columnas_Pat12
+columnas_Pat13+columnas_Pat14)]<-(N^2*(1-(nj[14]/N))
/nj[14])*var(Pat14)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5
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+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9
+filas_Pat10
+filas_Pat11+filas_Pat12+filas_Pat13+filas_Pat14+1):(filas_Pat1
+filas_Pat2
+filas_Pat3+filas_Pat4+filas_Pat5
+filas_Pat6+filas_Pat7+filas_Pat8+filas_Pat9+filas_Pat10
+filas_Pat11+filas_Pat12+filas_Pat13
+filas_Pat14+filas_Pat15), (columnas_Pat1+columnas_Pat2
+columnas_Pat3
+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7+columnas_Pat8
+columnas_Pat9+filas_Pat10+filas_Pat11+filas_Pat12+filas_Pat13
+filas_Pat14+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7+columnas_Pat8
+columnas_Pat9+columnas_Pat10
+columnas_Pat11+columnas_Pat12
+columnas_Pat13+columnas_Pat14+columnas_Pat15)]<-(N^2*(1-(nj[15]
/N))/nj[15])*var(Pat15)
cat("Cantidad de bloques en la matriz V:", 15)
cat("Dimension (MxM) de la matriz V:", dim_v, "x", dim_v)
return(v_inic)

}
# Uso: v4k(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
# Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)
# N es el tamaño poblacional; Pat1, Pat2, Pat3 son los patrones
# V<-v4k(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
# Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)

##########

# V es una matriz diagonal por bloques (MxM), donde
# los bloques son matrices de varianzas-covarianzas
v3k<-function(N, Pat1, Pat2, Pat3, Pat4,
Pat5, Pat6, Pat7){
nj<-c(nrow(Pat1), nrow(Pat2), nrow(Pat3),
nrow(Pat4), nrow(Pat5), nrow(Pat6), nrow(Pat7))
filas_Pat1<-columnas_Pat1<-ncol(data.frame(Pat1))
filas_Pat2<-columnas_Pat2<-ncol(data.frame(Pat2))
filas_Pat3<-columnas_Pat3<-ncol(data.frame(Pat3))
filas_Pat4<-columnas_Pat4<-ncol(data.frame(Pat4))
filas_Pat5<-columnas_Pat5<-ncol(data.frame(Pat5))
filas_Pat6<-columnas_Pat6<-ncol(data.frame(Pat6))
filas_Pat7<-columnas_Pat7<-ncol(data.frame(Pat7))
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dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7
v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
colnames(v_inic)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7))
v_inic[1:filas_Pat1,1:columnas_Pat1]<-(N^2*(1-(nj[1]/N))
/nj[1])*var(Pat1)
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-(N^2
*(1-(nj[2]/N))/nj[2])*var(Pat2)
v_inic[(filas_Pat1+filas_Pat2+1):(filas_Pat1
+filas_Pat2+filas_Pat3), (columnas_Pat1+filas_Pat2+1):
(columnas_Pat1
+columnas_Pat2
+columnas_Pat3)]<-(N^2
*(1-(nj[3]/N))/nj[3])*var(Pat3)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+1):(filas_Pat1
+filas_Pat2+filas_Pat3+filas_Pat4), (columnas_Pat1
+columnas_Pat2
+columnas_Pat3+1):(columnas_Pat1
+columnas_Pat2
+columnas_Pat3+columnas_Pat4)]<-(N^2*(1-(nj[4]/N))
/nj[4])*var(Pat4)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+1):(filas_Pat1+filas_Pat2
+filas_Pat3
+filas_Pat4+filas_Pat5), (columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+1):(columnas_Pat1
+columnas_Pat2
+columnas_Pat3+columnas_Pat4+columnas_Pat5)]<-(N^2
*(1-(nj[5]/N))/nj[5])*var(Pat5)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+filas_Pat5+1):(filas_Pat1
+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5+filas_Pat6), (columnas_Pat1
+columnas_Pat2+columnas_Pat3
+columnas_Pat4+columnas_Pat5+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+columnas_Pat5+columnas_Pat6)]
<-(N^2*(1-(nj[6]/N))/nj[6])*var(Pat6)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+filas_Pat5+filas_Pat6+1):(filas_Pat1
+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5+filas_Pat6+filas_Pat7),
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(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6+1):(columnas_Pat1
+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6
+columnas_Pat7)]<-(N^2*(1-(nj[7]/N))/nj[7])*var(Pat7)
cat("Cantidad de bloques en la matriz V:", 7)
cat("Dimension (MxM) de la matriz V:", dim_v, "x", dim_v)
return(v_inic)

}
# Uso: v3k(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)
# N es el tamaño poblacional; Pat1, Pat2, Pat3 son los patrones
# V<-v3k(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)

##########

v<-function(N, Pat1, Pat2, Pat3, Pat4=0, Pat5=0, Pat6=0,
Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0, Pat12=0,
Pat13=0, Pat14=0, Pat15=0, K){
if(K==2){v<-v2k
v_inic<-v(N, Pat1, Pat2, Pat3)
return(v_inic)}
if(K==3){v<-v3k
v_inic<-v(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)
return(v_inic)}
if(K==4){v<-v4k
v_inic<-v(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)
return(v_inic)}

}
# Uso:
# v(N, Pat1, Pat2, Pat3, K=2)
# v(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
# Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15, K=4)

##########

# Alpha es el vetor de totales estimados en cada patrón
Alpha2k<-function(N, Pat1, Pat2, Pat3){
cbind(t(pi.mas(N, Pat1)), t(pi.mas(N, Pat2)), t(pi.mas(N, Pat3)))

}
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# Uso: Alpha2k(N, Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones, N es el tamaño poblacional
# alpha<-Alpha2k(N, Pat1, Pat2, Pat3)

##########

# Alpha es el vetor de totales estimados en cada patrón
Alpha3k<-function(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7){
cbind(t(pi.mas(N, Pat1)), t(pi.mas(N, Pat2)),
t(pi.mas(N, Pat3)), t(pi.mas(N, Pat4)), t(pi.mas(N, Pat5)),
t(pi.mas(N, Pat6)), t(pi.mas(N, Pat7)))

}
# Uso: Alpha3k(N, Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones, N es el tamaño poblacional
# alpha<-Alpha3k(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)

##########

# Alpha es el vetor de totales estimados en cada patrón
Alpha4k<-function(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7,
Pat8, Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15){
cbind(t(pi.mas(N, Pat1)), t(pi.mas(N, Pat2)), t(pi.mas(N, Pat3)),
t(pi.mas(N, Pat4)), t(pi.mas(N, Pat5)),t(pi.mas(N, Pat6)),

t(pi.mas(N, Pat7)),t(pi.mas(N, Pat8)),t(pi.mas(N, Pat9)),
t(pi.mas(N, Pat10)),t(pi.mas(N, Pat11)),t(pi.mas(N, Pat12)),
t(pi.mas(N, Pat13)),t(pi.mas(N, Pat14)),t(pi.mas(N, Pat15)))

}
# Uso: Alpha4k(N, Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones, N es el tamaño poblacional
# alpha<-Alpha4k(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7,
Pat8, Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)

##########

Alpha<-function(N, Pat1, Pat2, Pat3, Pat4=0, Pat5=0, Pat6=0,
Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0, Pat12=0,
Pat13=0, Pat14=0, Pat15=0, K){
if(K==2){Alpha<-Alpha2k
a<-Alpha(N, Pat1, Pat2, Pat3)
return(a)}
if(K==3){Alpha<-Alpha3k
a<-Alpha(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)
return(a)}
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if(K==4){Alpha<-Alpha4k
a<-Alpha(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)
return(a)}

}
# Uso:
# Alpha(N, Pat1, Pat2, Pat3, K=2)
# Alpha(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
# Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15, K=4)

##########

# W es una matriz MxK de con 1 en la posición (m,k)
# si el m-ésimo elemento de Alpha es una estimación de Yk y
# cero en otro caso
w2k<-function(Pat1, Pat2, Pat3){
variables_pat<-data.frame(variables=c(colnames(Pat1),
colnames(Pat2), colnames(Pat3)),
variables2=paste0("V", seq(1:length(c(colnames(Pat1),
colnames(Pat2), colnames(Pat3))))))

# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat)){

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2 then 1
else 0 end) as var from variables_pat a

left join variable_v b on (a.variables=b.variables)")
}

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat)){

w_list0<-cbind(w_list0, w_list[[i]][,3])
}
row.names(w_list0)<-colnames(w_list0)<-c(colnames(Pat1),
colnames(Pat2), colnames(Pat3))

# fase 3
count<-table(row.names(w_list0))
count<-count[unique(c(colnames(Pat1), colnames(Pat2),
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colnames(Pat3)))]

w_list1<-list()
for(i in 1:length(count)){

w_list1[[i]]<-addmargins(w_list0[
row.names(w_list0)==names(count[i]),])
[count[i]+1,1:nrow(variables_pat)]

}

# fase 4
w_list01<-numeric()
for(i in 1:length(count)){

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))
}
colnames(w_list01)<-unique(c(colnames(Pat1),
colnames(Pat2), colnames(Pat3)))
row.names(w_list01)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3))
return(w_list01)

}
#Uso: w2k(Pat1, Pat2, Pat3) # Pat1, Pat2, Pat3 son los patrones
#W<-w2k(Pat1, Pat2, Pat3)

##########

# W es una matriz MxK de con 1 en la posición (m,k)
# si el m-ésimo elemento de Alpha es una estimación de Yk
# y cero en otro caso
w3k<-function(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7){
variables_pat<-data.frame(variables=c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7)),
variables2=paste0("V", seq(1:length(c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7))))))

# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat)){

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2 then 1
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else 0 end) as var from variables_pat a
left join variable_v b on (a.variables=b.variables)")

}

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat)){

w_list0<-cbind(w_list0, w_list[[i]][,3])
}
row.names(w_list0)<-colnames(w_list0)<-c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7))

# fase 3
count<-table(row.names(w_list0))
count<-count[unique(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7)))]

w_list1<-list()
for(i in 1:length(count)){

w_list1[[i]]<-addmargins(w_list0
[row.names(w_list0)==names(count[i]),])[count[i]
+1,1:nrow(variables_pat)]

}

# fase 4
w_list01<-numeric()
for(i in 1:length(count)){

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))
}
colnames(w_list01)<-unique(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4), colnames(Pat5),
colnames(Pat6), colnames(Pat7)))
row.names(w_list01)<-c(colnames(Pat1),
colnames(Pat2), colnames(Pat3),colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7))
return(w_list01)

}
#Uso:
# w3k(Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones
# W<-w3k(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)
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##########

# W es una matriz MxK de con 1 en la posición (m,k) si
# el m-ésimo elemento de Alpha es una estimación de Yk
# y cero en otro caso
w4k<-function(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7,
Pat8, Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15){
variables_pat<-data.frame(variables=c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7),
colnames(Pat8), colnames(Pat9), colnames(Pat10),
colnames(Pat11), colnames(Pat12), colnames(Pat13),
colnames(Pat14), colnames(Pat15)), variables2=paste0("V",
seq(1:length(c(colnames(Pat1), colnames(Pat2), colnames(Pat3),
colnames(Pat4), colnames(Pat5), colnames(Pat6), colnames(Pat7),
colnames(Pat8), colnames(Pat9), colnames(Pat10), colnames(Pat11),
colnames(Pat12), colnames(Pat13), colnames(Pat14),
colnames(Pat15))))))

# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat)){

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2 then 1
else 0 end) as var from variables_pat a
left join variable_v b on (a.variables=b.variables)")

}

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat)){

w_list0<-cbind(w_list0, w_list[[i]][,3])
}
row.names(w_list0)<-colnames(w_list0)<-c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7),
colnames(Pat8), colnames(Pat9), colnames(Pat10),
colnames(Pat11), colnames(Pat12), colnames(Pat13),
colnames(Pat14), colnames(Pat15))

# fase 3
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count<-table(row.names(w_list0))
count<-count[unique(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4), colnames(Pat5), colnames(Pat6),
colnames(Pat7), colnames(Pat8), colnames(Pat9),
colnames(Pat10), colnames(Pat11), colnames(Pat12),
colnames(Pat13), colnames(Pat14), colnames(Pat15)))]

w_list1<-list()
for(i in 1:length(count)){

w_list1[[i]]<-addmargins(w_list0
[row.names(w_list0)==names(count[i]),])[count[i]
+1,1:nrow(variables_pat)]

}

# fase 4
w_list01<-numeric()
for(i in 1:length(count)){

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))
}
colnames(w_list01)<-unique(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4), colnames(Pat5), colnames(Pat6),
colnames(Pat7), colnames(Pat8), colnames(Pat9),
colnames(Pat10), colnames(Pat11), colnames(Pat12),
colnames(Pat13), colnames(Pat14), colnames(Pat15)))
row.names(w_list01)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4), colnames(Pat5), colnames(Pat6),
colnames(Pat7), colnames(Pat8), colnames(Pat9),
colnames(Pat10), colnames(Pat11), colnames(Pat12),
colnames(Pat13), colnames(Pat14), colnames(Pat15))
return(w_list01)

}
# Uso: w4k(Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones
# W<-w4k(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
# Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)

##########

w<-function(Pat1, Pat2, Pat3, Pat4=0, Pat5=0, Pat6=0, Pat7=0,
Pat8=0, Pat9=0, Pat10=0, Pat11=0, Pat12=0, Pat13=0, Pat14=0,
Pat15=0, K){
if(K==2){w<-w2k
w_list01<-w(Pat1, Pat2, Pat3)
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return(w_list01)}
if(K==3){w<-w3k
w_list01<-w(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7)
return(w_list01)}
if(K==4){w<-w4k
w_list01<-w(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15)
return(w_list01)}

}
# Uso:
# w(Pat1, Pat2, Pat3, K=2)
# w(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, K=3)
# w(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
# Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15, K=4)

####################################################
################## MAS en SQD K=2 ##################

mas.sqd.2k<-function(database,n,nj){
N<-nrow(database)
cat("Tamanno de muestra n =", n)
cat("Sumatoria de nj =", sum(nj))
cat("Tamannos de muestra nj =", nj)

sel_id<-select.id.sqd(id=database$id, nj=nj)

# Definimos los patrones
Pat1<-data.frame(database[sel_id[[1]], Q1.names])
# datos en el patron 1
Pat2<-data.frame(database[sel_id[[2]], Q2.names])
# datos en el patron 2
Pat3<-data.frame(database[sel_id[[3]], c(Q1.names, Q2.names)])
# datos en el patron 3

########################## Poblacion
datos_all<-data.frame(database[, c(Q1.names, Q2.names)])
t<-colSums(datos_all) # total poblacional

########################## Muestra de patrones
dat_temp_1<-rbind(Pat1, Pat3[,colnames(Pat1)])
# variables del cuestionario 1 en todos
# los patrones, muestra Y^(1,3)
dat_temp_2<-rbind(Pat2, Pat3[,colnames(Pat2)])
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# variables del cuestionario 2 en todos
# los patrones, muestra Y^(2,3)

########################## Estimador simple
tpi.Q1<-pi.mas(N, dat_temp_1)
# pi estimador de las variables en y^(1,3)
tpi.Q2<-pi.mas(N, dat_temp_2)
# pi estimador de las variables en y^(2,3)
tpi<-c(tpi.Q1, tpi.Q2)

########################## Muestra MAS
muestra_mas<-data.frame(database[c(sel_id[[1]], sel_id[[2]],
sel_id[[3]]), c(Q1.names, Q2.names)])
t_mas<-pi.mas(N, muestra_mas) # estimado bajo un diseño MAS

# Resumen total estimado
sqd_t<-data.frame(t, t_est_mas=t_mas, t_est_simple=tpi)

# varianza estimada
var.Q1<-var.mas(N, dat_temp_1)
var.Q2<-var.mas(N, dat_temp_2)
varianza_est<-c(var.Q1, var.Q2)

var_mas<-var.mas(N, muestra_mas)

# Resumen varianza estimada
sqd_var<-data.frame(varianza_mas=var_mas,
varianza_mas_simple=varianza_est)

########## Estimador MELI en SQD

V<-v(N, Pat1, Pat2, Pat3, K=2)
W<-w(Pat1, Pat2, Pat3, K=2)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)
alpha<-Alpha(N, Pat1, Pat2, Pat3, K=2)
pi_est_sqd<-A_prima%*%t(alpha)
# El estimador del vector de totales bajo SQD

# Resumen final total estimado
pi_estimador<-data.frame(sqd_t, t_est_sqd=pi_est_sqd)

# Varianza de las variables bajo SQD

98



varianza_mas_sqd<-numeric()
for (k in 1:dim(A_prima)[1]){

varianza_mas_sqd[k]<-t(A_prima[k,])%*%V%*%t(t(A_prima[k,]))
}

# Resumen final varianza
var_pi<-data.frame(sqd_var, varianza_mas_sqd=varianza_mas_sqd)
# comparacion varianza
result<-list()
result$pi_estimador<-pi_estimador
result$var_pi<-var_pi
return(result)

}
# Uso: mas.sqd.2k(database,n,nj)
# database es la base poblacional,
# n es el tamño de muestra, nj tamaño de muestra en el patrón j
# mas.sqd.2k(database,n,nj)

####################################################
################## MAS en SQD K=3 ##################

mas.sqd.3k<-function(database,n,nj){
N<-nrow(database)
cat("Tamanno de muestra n =", n)
cat("Sumatoria de nj =", sum(nj))
cat("Tamannos de muestra nj =", nj)

sel_id<-select.id.sqd(id=database$id, nj=nj)

### Selección de Datos en cada patrón

# Definimos los patrones
Pat1<-data.frame(database[sel_id[[1]], Q1.names])
# datos en el patron 1
Pat2<-data.frame(database[sel_id[[2]], Q2.names])
# datos en el patron 2
Pat3<-data.frame(database[sel_id[[3]], Q3.names])
# datos en el patron 3
Pat4<-data.frame(database[sel_id[[4]],
c(Q1.names, Q2.names)]) # datos en el patron 4
Pat5<-data.frame(database[sel_id[[5]],
c(Q1.names, Q3.names)]) # datos en el patron 5
Pat6<-data.frame(database[sel_id[[6]],
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c(Q2.names, Q3.names)]) # datos en el patron 6
Pat7<-data.frame(database[sel_id[[7]],
c(Q1.names, Q2.names, Q3.names)]) # datos en el patron 7

########################## Poblacion

datos_all<-data.frame(database[,
c(Q1.names, Q2.names, Q3.names)])
t<-colSums(datos_all) # total poblacional

########################## Muestra de patrones

# cuestionario 1 en todos los patrones,
# muestra Y^(1,4,6,7)
dat_temp_1<-rbind(Pat1, Pat4[,colnames(Pat1)],
Pat5[,colnames(Pat1)], Pat7[,colnames(Pat1)])
# cuestionario 2 en todos los patrones,
# muestra Y^(2,4,6,7)
dat_temp_2<-rbind(Pat2, Pat4[,colnames(Pat2)],
Pat6[,colnames(Pat2)], Pat7[,colnames(Pat2)])
# cuestionario 3 en todos los patrones,
# muestra Y^(3,5,6,7)
dat_temp_3<-rbind(Pat3, Pat5[,colnames(Pat3)],
# Pat6[,colnames(Pat3)], Pat7[,colnames(Pat3)])

########################## Estimador simple bajo sqd
tpi.Q1<-pi.mas(N, dat_temp_1)
# pi estimador de las variables en cuestionario 1
tpi.Q2<-pi.mas(N, dat_temp_2)
# pi estimador de las variables en cuestionario 2
tpi.Q3<-pi.mas(N, dat_temp_3)
# pi estimador de las variables en cuestionario 3
tpi<-c(tpi.Q1, tpi.Q2, tpi.Q3)

########################## Muestra MAS
muestra_mas<-data.frame(database[c(sel_id[[1]],
sel_id[[2]], sel_id[[3]], sel_id[[4]],
sel_id[[5]], sel_id[[6]], sel_id[[7]]),
c(Q1.names, Q2.names, Q3.names)])
t_mas<-pi.mas(N, muestra_mas)
# estimado bajo un diseño MAS

# Resumen total estimado
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sqd_t<-data.frame(t, t_est_mas=t_mas, t_est_simple=tpi)

# varianza estimada
var.Q1<-var.mas(N, dat_temp_1)
var.Q2<-var.mas(N, dat_temp_2)
var.Q3<-var.mas(N, dat_temp_3)
varianza_est<-c(var.Q1, var.Q2, var.Q3)

var_mas<-var.mas(N, muestra_mas)

# Resumen varianza estimada
sqd_var<-data.frame(varianza_mas=var_mas,
varianza_mas_simple=varianza_est)

########## Estimador MELI en SQD
V<-v(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, K=3)
W<-w(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, K=3)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)
alpha<-Alpha(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, K=3)
pi_est_sqd<-A_prima%*%t(alpha)
# pi_est_sqd es el estimador del vector de totales bajo SQD

# Resumen final total estimado
pi_estimador<-data.frame(sqd_t, t_est_sqd=pi_est_sqd)

# Varianza de las variables bajo SQD
varianza_mas_sqd<-numeric()
for (k in 1:dim(A_prima)[1]){

varianza_mas_sqd[k]<-t(A_prima[k,])%*%V%*%t(t(A_prima[k,]))
}

# Resumen final varianza
var_pi<-data.frame(sqd_var,
varianza_mas_sqd=varianza_mas_sqd)
# comparacion varianza
result<-list()
result$pi_estimador<-pi_estimador
result$var_pi<-var_pi
return(result)

}
# Uso:
# mas.sqd.3k(database,n,nj)
# database es la base poblacional,
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# n es el tamño de muestra, nj tamaño de muestra en el patrón j
# mas.sqd.3k(database,n,nj)

####################################################
################## MAS en SQD K=4 ##################

mas.sqd.4k<-function(database,n,nj){
N<-nrow(database)
cat("Tamanno de muestra n =", n)
cat("Sumatoria de nj =", sum(nj))
cat("Tamannos de muestra nj =", nj)

sel_id<-select.id.sqd(id=database$id, nj=nj)

### Selección de Datos en cada patrón

# Definimos los patrones
Pat1<-data.frame(database[sel_id[[1]], Q1.names])
# datos en el patron 1
Pat2<-data.frame(database[sel_id[[2]], Q2.names])
# datos en el patron 2
Pat3<-data.frame(database[sel_id[[3]], Q3.names])
# datos en el patron 3
Pat4<-data.frame(database[sel_id[[4]], Q4.names])
# datos en el patron 4
Pat5<-data.frame(database[sel_id[[5]], c(Q1.names,
Q2.names)]) # datos en el patron 5
Pat6<-data.frame(database[sel_id[[6]], c(Q1.names,
Q3.names)]) # datos en el patron 6
Pat7<-data.frame(database[sel_id[[7]], c(Q1.names,
Q4.names)]) # datos en el patron 7
Pat8<-data.frame(database[sel_id[[8]], c(Q2.names,
Q3.names)]) # datos en el patron 8
Pat9<-data.frame(database[sel_id[[9]], c(Q2.names,
Q4.names)]) # datos en el patron 9
Pat10<-data.frame(database[sel_id[[10]], c(Q3.names,
Q4.names)]) # datos en el patron 10
Pat11<-data.frame(database[sel_id[[11]], c(Q1.names,
Q2.names, Q3.names)]) # datos en el patron 11
Pat12<-data.frame(database[sel_id[[12]], c(Q1.names,
Q2.names, Q4.names)]) # datos en el patron 12
Pat13<-data.frame(database[sel_id[[13]], c(Q1.names,
Q3.names, Q4.names)]) # datos en el patron 13
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Pat14<-data.frame(database[sel_id[[14]], c(Q2.names,
Q3.names, Q4.names)]) # datos en el patron 14
Pat15<-data.frame(database[sel_id[[15]], c(Q1.names,
Q2.names, Q3.names, Q4.names)]) # datos en el patron 15

########################## Poblacion
datos_all<-data.frame(database[, c(Q1.names,
Q2.names, Q3.names, Q4.names)])
t<-colSums(datos_all) # total poblacional

########################## Muestra de patrones

# cuestionario 1 en todos los patrones,
# muestra Y^(1,5,6,7,11,12,13,15)
dat_temp_1<-rbind(Pat1, Pat5[,colnames(Pat1)],
Pat6[,colnames(Pat1)], Pat7[,colnames(Pat1)],
Pat11[,colnames(Pat1)], Pat12[,colnames(Pat1)],
Pat13[,colnames(Pat1)], Pat15[,colnames(Pat1)])
# cuestionario 2 en todos los patrones,
# muestra Y^(2,5,8,9,11,12,14,15)
dat_temp_2<-rbind(Pat2, Pat5[,colnames(Pat2)],
Pat8[,colnames(Pat2)], Pat9[,colnames(Pat2)],
Pat11[,colnames(Pat2)], Pat12[,colnames(Pat2)],
Pat14[,colnames(Pat2)], Pat15[,colnames(Pat2)])
# cuestionario 3 en todos los patrones,
# muestra Y^(3,6,8,10,11,13,14,15)
dat_temp_3<-rbind(Pat3, Pat6[,colnames(Pat3)],
Pat8[,colnames(Pat3)], Pat10[,colnames(Pat3)],
Pat11[,colnames(Pat3)], Pat13[,colnames(Pat3)],
Pat14[,colnames(Pat3)], Pat15[,colnames(Pat3)])
# cuestionario 4 en todos los patrones,
# muestra Y^(4,7,9,10,12,13,14,15)
dat_temp_4<-rbind(Pat4, Pat7[,colnames(Pat4)],
Pat9[,colnames(Pat4)], Pat10[,colnames(Pat4)],
Pat12[,colnames(Pat4)], Pat13[,colnames(Pat4)],
Pat14[,colnames(Pat4)], Pat15[,colnames(Pat4)])

########################## Estimador simple en sqd
tpi.Q1<-pi.mas(N, dat_temp_1)
# pi estimador de las variables en cuestionario 1
tpi.Q2<-pi.mas(N, dat_temp_2)
# pi estimador de las variables en cuestionario 2
tpi.Q3<-pi.mas(N, dat_temp_3)
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# pi estimador de las variables en cuestionario 2
tpi.Q4<-pi.mas(N, dat_temp_4)
# pi estimador de las variables en cuestionario 2
tpi<-c(tpi.Q1, tpi.Q2, tpi.Q3, tpi.Q4)

########################## Muestra MAS
muestra_mas<-data.frame(database[c(sel_id[[1]],
sel_id[[2]], sel_id[[3]], sel_id[[4]], sel_id[[5]],
sel_id[[6]], sel_id[[7]], sel_id[[8]], sel_id[[9]],
sel_id[[10]], sel_id[[11]], sel_id[[12]], sel_id[[13]],
sel_id[[14]], sel_id[[15]]), c(Q1.names, Q2.names,
Q3.names, Q4.names)])

t_mas<-pi.mas(N, muestra_mas) # estimado bajo un diseño MAS

# Resumen total estimado
sqd_t<-data.frame(t, t_est_mas=t_mas, t_est_simple=tpi)

# varianza estimada
var.Q1<-var.mas(N, dat_temp_1)
var.Q2<-var.mas(N, dat_temp_2)
var.Q3<-var.mas(N, dat_temp_3)
var.Q4<-var.mas(N, dat_temp_4)
varianza_est<-c(var.Q1, var.Q2, var.Q3, var.Q4)

var_mas<-var.mas(N, muestra_mas)

# Resumen varianza estimada
sqd_var<-data.frame(varianza_mas=var_mas,
varianza_mas_simple=varianza_est)

########## Estimador MELI en SQD
V<-v(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15, K=4)
W<-w(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7, Pat8,
Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15, K=4)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)
alpha<-Alpha(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6, Pat7,
Pat8, Pat9, Pat10, Pat11, Pat12, Pat13, Pat14, Pat15, K=4)
pi_est_sqd<-A_prima%*%t(alpha)
# pi_est_sqd es el estimador del vector de totales bajo SQD

# Resumen final total estimado
pi_estimador<-data.frame(sqd_t, t_est_sqd=pi_est_sqd)
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# Varianza de las variables bajo SQD
varianza_mas_sqd<-numeric()
for (k in 1:dim(A_prima)[1]){

varianza_mas_sqd[k]<-t(A_prima[k,])%*%V%*%t(t(A_prima[k,]))
}

# Resumen final varianza
var_pi<-data.frame(sqd_var, varianza_mas_sqd=varianza_mas_sqd)
# comparacion varianza
result<-list()
result$pi_estimador<-pi_estimador
result$var_pi<-var_pi
return(result)

}
# Uso: mas.sqd.4k(database,n,nj)
# database es la base poblacional,
# n es el tamño de muestra, nj tamaño de muestra en el patrón j
# mas.sqd.4k(database,n,nj)

##################################################################
##################################################################

## Simulacion K=2 cuestionarios (3 Patrones)
simulacion.mas.2k<-function(database, n_muestra){
N<-nrow(database)
n<-round(0.15*N, 0) # % de la población
nj<-round(c(0.35*n, 0.35*n, 0.3*n), 0)
# Tamaños de muesta nj en cada patrón j

VAR<-TOTAL<-numeric()

for (i in 1:n_muestra){
a<-mas.sqd.2k(database,n,nj)
TOTAL0<-data.frame(a$pi_estimador, muestra=as.factor(i))
TOTAL0$variable<-as.factor(row.names(TOTAL0))
row.names(TOTAL0)<-1:nrow(TOTAL0)
TOTAL<-rbind(TOTAL,TOTAL0)
VAR0<-data.frame(a$var_pi, muestra=as.factor(i))
VAR0$variable<-as.factor(row.names(VAR0))
row.names(VAR0)<-1:nrow(VAR0)
VAR<-rbind(VAR, VAR0)
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cat("=============== Finaliza Muestra", i)
}
result<-list()
result$TOTAL<-TOTAL
result$VAR<-VAR
return(result)

}
# Uso: simulacion.mas.2k(database, n_muestra)
# database es la poblacion, n_muestra es
# la cantidad de muestras a simular
# simulacion.mas.2k(database, n_muestra=3)

##################################################################
##################################################################

## Simulacion K=3 cuestionarios (7 Patrones)
simulacion.mas.3k<-function(database, n_muestra){
N<-nrow(database)
n<-round(0.15*N, 0) # % de la población
nj<-round(rep(n/7, 7), 0)
# Tamaños de muesta nj en cada patrón j

VAR<-TOTAL<-numeric()

for (i in 1:n_muestra){
a<-mas.sqd.3k(database,n,nj)
TOTAL0<-data.frame(a$pi_estimador, muestra=as.factor(i))
TOTAL0$variable<-as.factor(row.names(TOTAL0))
row.names(TOTAL0)<-1:nrow(TOTAL0)
TOTAL<-rbind(TOTAL,TOTAL0)
VAR0<-data.frame(a$var_pi, muestra=as.factor(i))
VAR0$variable<-as.factor(row.names(VAR0))
row.names(VAR0)<-1:nrow(VAR0)
VAR<-rbind(VAR, VAR0)
cat("================== Finaliza Muestra", i)

}
result<-list()
result$TOTAL<-TOTAL
result$VAR<-VAR
return(result)

}
# Uso:
# simulacion.mas.3k(database, n_muestra)
# database es la poblacion, n_muestra es
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# la cantidad de muestras a simular
# simulacion.mas.3k(database, n_muestra=3)

##################################################################
##################################################################

## Simulacion K=4 cuestionarios (15 Patrones)
simulacion.mas.4k<-function(database, n_muestra)
N<-nrow(database)
n<-round(0.15*N, 0) # % de la población
nj<-round(rep(n/15, 15), 0)
# Tamaños de muesta nj en cada patrón j

VAR<-TOTAL<-numeric()

for (i in 1:n_muestra)
a<-mas.sqd.4k(database,n,nj)
TOTAL0<-data.frame(a$pi_estimador, muestra=as.factor(i))
TOTAL0$variable<-as.factor(row.names(TOTAL0))
row.names(TOTAL0)<-1:nrow(TOTAL0)
TOTAL<-rbind(TOTAL,TOTAL0)
VAR0<-data.frame(a$var_pi, muestra=as.factor(i))
VAR0$variable<-as.factor(row.names(VAR0))
row.names(VAR0)<-1:nrow(VAR0)
VAR<-rbind(VAR, VAR0)
cat("===================== Finaliza Muestra", i)

result<-list()
result$TOTAL<-TOTAL
result$VAR<-VAR
return(result)

# Uso:
simulacion.mas.4k(database, n_muestra)
# database es la poblacion, n_muestra es
# la cantidad de muestras a simular
# simulacion.mas.4k(database, n_muestra=3)

##################################################################
##################################################################

##### Cuestionarios
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# Distribución de las 30 Variables en 4 cuestionarios

# Cuestionario 1
Q1.names<-c("x1.bernoulli", "x2.bernoulli", "x3.bernoulli",
"x4.bernoulli", "x1.poisson", "x2.poisson",

"x1.normal", "x2.normal")

# Cuestionario 2
Q2.names<-c("x5.bernoulli", "x6.bernoulli", "x7.bernoulli",
"x8.bernoulli", "x3.poisson",

"x3.normal", "x4.normal")

# Cuestionario 3
Q3.names<-c("x9.bernoulli", "x10.bernoulli", "x11.bernoulli",

"x4.poisson", "x5.poisson",
"x5.normal", "x6.normal")

# Cuestionario 4
Q4.names<-c("x12.bernoulli", "x13.bernoulli", "x14.bernoulli",
"x15.bernoulli", "x6.poisson", "x7.poisson",

"x7.normal", "x8.normal")

# Bernoulli: ber<-c(4,4,3,4)
# Poisson: pois<-c(2,1,2,2)
# Normal: norm<-c(2,2,2,2)

##################################################################
##################################################################

# paquetes adicionales
require(openxlsx)
require(dplyr)
options(scipen=999)

##################################################################
################### FIN CODIGO ESCENARIO 1 #######################
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A.2.2 Escenario de simulación 2

Los códigos presentados a continuación corresponden al escenario de simulacion de
la sección 3.1.2. Para este escenario se debe ejecutar los codigos R del escenario
anterior (escenario 1) debido a que se usan varias funciones definidas previamente.

##################################################################
################# INICIO CODIGO ESCENARIO 2 ######################

######## Simular base poblacional
poblacion.mas.mas<-function(divipola){
database<-numeric()
for( i in 1:length(divipola$Comuna)){

cat("Comuna:", Comuna=divipola$Comuna[i])
database<-rbind(database,
data.frame(Comuna=divipola$Comuna[i],
database.simulated(divipola$Personas[i])))
# base sumulada
cat("Porcentaje de avance:",
round(i/length(divipola$Comuna)*100, 2), "%")

}

database<-na.omit(data.frame(
id=1:nrow(database), database[, -2]))
cat("Cantidad de Comunas:", length(
unique(database$Comuna)))
database

}
# Uso:
# poblacion.mas.mas(vihope)

######## seleccioniar muestra
muestra.mas.mas<-function(vihope, poblacion){
sel<-sqldf("select * from vihope where Sel_comuna=1")
d_inic<-numeric()
for(i in 1:length(sel$Comuna)){

mun<-sel$Comuna[i]
pob_temp<-poblacion[poblacion$Comuna==mun, ]
ind_id<-unique(pob_temp$id)
m<-data.frame(id=sample(ind_id, sel$Personas_n[i]))
mi<-sqldf("select a.* from pob_temp a
inner join m b on (a.id=b.id)")
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cat("Comunua: ", mun)
cat("Cantidad de individuos en la muestra: ", nrow(mi))
d_inic<-rbind(d_inic, mi)

}
cat("Total Comunas en la muestra: ",
length(unique(d_inic$Comuna)))
d_inic
}

# Uso:
# muestra.mas.mas((vihope, poblacion))

######## pi estimador en mas-mas tradicional
pi.mas.mas<-function(muestra){
# muestra es una lista
# pi estimador en la segunda etapa
m<-unique(muestra$muestra$Comuna)
pi_i<-numeric()
for (i in 1:length(m)){

target<-m[i]
target<-as.character(target)
pi_i<-rbind(pi_i,

muestra$Ni[muestra$Ni[,1]==target, 2]
* colSums(muestra$muestra[, -c(1:2)]
[muestra$muestra$Comuna==target, ])
/ muestra$ni[muestra$ni[,1]==target, 2]

)
}

# pi estimador en etapa 1
t_mas<- muestra$NI * colSums(pi_i) / muestra$nI
return(t_mas)

}
# Uso:
# pi.mas.mas(muestra)

######## varianza del pi estimador en mas-mas tradicional
var.mas.mas<-function(muestra){
# muestra es una lista

###### varianza en los yk (segunda etapa)
m<-unique(muestra$muestra$Comuna)
var_yk<-numeric()
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for (i in 1:length(m)){
target<-m[i]
target<-as.character(target)
var_yk<-rbind(var_yk,
(((1 - (muestra$ni[muestra$ni[,1]==target, 2]
/muestra$Ni[muestra$Ni[,1]==target, 2]))/
muestra$ni[muestra$ni[,1]==target, 2])*muestra$Ni
[muestra$Ni[,1]==target, 2])*apply(muestra$muestra
[, -c(1:2)][muestra$muestra$Comuna==target, ], 2, var)

)
}

S_i<-muestra$NI * sum(var_yk) / muestra$nI # parte b

# pi estimador en la segunda etapa
m<-unique(muestra$muestra$Comuna)
pi_i<-numeric()
for (i in 1:length(m)){

target<-m[i]
target<-as.character(target)
pi_i<-rbind(pi_i,
muestra$Ni[muestra$Ni[,1]==target, 2]
* colSums(muestra$muestra[, -c(1:2)]
[muestra$muestra$Comuna==target, ]) / muestra$ni
[muestra$ni[,1]==target, 2]
)

}

Si_s1<-apply(pi_i, 2, var) # varianza de pi en segunda etapa
S_I<-muestra$NI^2 * ((1-(muestra$nI/muestra$NI))
/ muestra$nI) * Si_s1 # parte a
var_mas_mas<-S_I + S_i # varianza estimada en dos etapas
return(var_mas_mas)

}
# Uso:
# var.mas.mas(muestra)

##########

v.mas.mas<-function(Pat1_k, Pat2_k, Pat3_k, Pat4_k=0, Pat5_k=0,
Pat6_k=0, Pat7_k=0, Pat8_k=0, Pat9_k=0, Pat10_k=0, Pat11_k=0,
Pat12_k=0, Pat13_k=0, Pat14_k=0, Pat15_k=0, K){
if(K==2){v<-v2k.mas.mas
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v_inic<-v(Pat1_k, Pat2_k, Pat3_k)
return(v_inic)}
if(K==3){v<-v3k.mas.mas
v_inic<-v(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k, Pat6_k,
Pat7_k)
return(v_inic)}
if(K==4){v<-v4k.mas.mas
v_inic<-v(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k, Pat6_k,
Pat7_k, Pat8_k, Pat9_k, Pat10_k, Pat11_k, Pat12_k,
Pat13_k, Pat14_k, Pat15_k)
return(v_inic)}

}
# Uso:
# v.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)
# v.mas.mas(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k, Pat6_k,
# Pat7_k, Pat8_k, Pat9_k, Pat10_k, Pat11_k, Pat12_k, Pat13_k,
# Pat14_k, Pat15_k, K=4)

#######################

# V es una matriz diagonal por bloques (MxM),
# donde los bloques son matrices de varianzas-covarianzas

v2k.mas.mas<-function(Pat1_k, Pat2_k, Pat3_k, K=2)
filas_Pat1<-columnas_Pat1<-ncol(
data.frame(Pat1_k$muestra[,-c(1:2)]))
# la varianza es una matriz cuadrada de pxp variables
filas_Pat2<-columnas_Pat2<-ncol(
data.frame(Pat2_k$muestra[,-c(1:2)]))
filas_Pat3<-columnas_Pat3<-ncol(
data.frame(Pat3_k$muestra[,-c(1:2)]))
dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3
v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
colnames(v_inic)<-c(colnames(
data.frame(Pat1_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat2_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat3_k$muestra[,-c(1:2)])))
v_inic[1:filas_Pat1,1:columnas_Pat1]<-diag(
var.mas.mas(Pat1_k))
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-
diag(var.mas.mas(Pat2_k))
v_inic[(filas_Pat1+filas_Pat2+1):(filas_Pat1
+filas_Pat2+filas_Pat3), (columnas_Pat1
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+columnas_Pat2+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3)]<-diag(var.mas.mas(Pat3_k))
cat("Cantidad de bloques en la matriz V:", 3)
cat("Dimension (MxM) de la matriz V:", dim_v, "x", dim_v)
return(v_inic)

# Uso:
# v2k.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)
# N es el tamaño poblacional; Pat1_k, Pat2_k,
# Pat3_k son los patrones en formato lista
# V<-v2k.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)

#######################

w.mas.mas<-function(Pat1_k, Pat2_k, Pat3_k, Pat4_k=0,
Pat5_k=0, Pat6_k=0, Pat7_k=0, Pat8_k=0, Pat9_k=0,
Pat10_k=0, Pat11_k=0, Pat12_k=0, Pat13_k=0,
Pat14_k=0, Pat15_k=0, K){
if(K==2){w<-w2k.mas.mas
w_list01<-w(Pat1_k, Pat2_k, Pat3_k)
return(w_list01)}
if(K==3){w<-w3k.mas.mas
w_list01<-w(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k,
Pat6_k, Pat7_k)
return(w_list01)}
if(K==4){w<-w4k.mas.mas
w_list01<-w(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k,
Pat6_k, Pat7_k, Pat8_k, Pat9_k, Pat10_k, Pat11_k,
Pat12_k, Pat13_k, Pat14_k, Pat15_k)
return(w_list01)}

}

#################################################################

# W es una matriz MxK de con 1 en la posición (m,k)
# si el m-ésimo elemento de Alpha es una estimación de
# Yk y cero en otro caso

w2k.mas.mas<-function(Pat1_k, Pat2_k, Pat3_k){
variables_pat<-data.frame(variables=c(
colnames(data.frame(Pat1_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat2_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat3_k$muestra[,-c(1:2)]))),
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variables2=paste0("V", seq(1:length(c(colnames(
data.frame(Pat1_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat2_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat3_k$muestra[,-c(1:2)])))))))

# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat)){

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2 then 1
else 0 end) as var from variables_pat a
left join variable_v b on (a.variables=b.variables)")

}

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat)){

w_list0<-cbind(w_list0, w_list[[i]][,3])
}
row.names(w_list0)<-colnames(w_list0)<-c(colnames(
data.frame(Pat1_k$muestra[,-c(1:2)])), colnames(
data.frame(Pat2_k$muestra[,-c(1:2)])), colnames(
data.frame(Pat3_k$muestra[,-c(1:2)])))

# fase 3
count<-table(row.names(w_list0))
count<-count[unique(c(colnames(data.frame(
Pat1_k$muestra[,-c(1:2)])), colnames(
data.frame(Pat2_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat3_k$muestra[,-c(1:2)]))))]

w_list1<-list()
for(i in 1:length(count)){

w_list1[[i]]<-addmargins(w_list0
[row.names(w_list0)==names(count[i]),])
[count[i]+1,1:nrow(variables_pat)]

}

# fase 4
w_list01<-numeric()
for(i in 1:length(count)){

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))
}
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colnames(w_list01)<-unique(c(colnames(
data.frame(Pat1_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat2_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat3_k$muestra[,-c(1:2)]))))
row.names(w_list01)<-c(colnames(data.frame(
Pat1_k$muestra[,-c(1:2)])), colnames(
data.frame(Pat2_k$muestra[,-c(1:2)])),
colnames(data.frame(Pat3_k$muestra[,-c(1:2)])))
return(w_list01)

}

# Uso:
# w2k.mas.mas(Pat1_k, Pat2_k, Pat3_k)
# Pat1_k, Pat2_k, Pat3_k son los patrones en formato lista
# W<-w2k.mas.mas(Pat1_k, Pat2_k, Pat3_k)

###########

Alpha.mas.mas<-function(Pat1_k, Pat2_k, Pat3_k, Pat4_k=0,
Pat5_k=0, Pat6_k=0, Pat7_k=0, Pat8_k=0, Pat9_k=0,
Pat10_k=0, Pat11_k=0, Pat12_k=0, Pat13_k=0, Pat14_k=0,
Pat15_k=0, K){
if(K==2){Alpha<-Alpha2k.mas.mas
a<-Alpha(Pat1_k, Pat2_k, Pat3_k)
return(a)}
if(K==3){Alpha<-Alpha3k.mas.mas
a<-Alpha(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k,
Pat6_k, Pat7_k)
return(a)}
if(K==4){Alpha<-Alpha4k.mas.mas
a<-Alpha(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k, Pat6_k,
Pat7_k, Pat8_k, Pat9_k, Pat10_k, Pat11_k, Pat12_k,
Pat13_k, Pat14_k, Pat15_k)
return(a)}

}

# Uso:
# Alpha.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)
# Alpha.mas.mas(Pat1_k, Pat2_k, Pat3_k, Pat4_k, Pat5_k,
# Pat6_k, Pat7_k, Pat8_k, Pat9_k, Pat10_k, Pat11_k, Pat12_k,
# Pat13_k, Pat14_k, Pat15_k, K=4)

###########
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# Alpha es el vetor de totales estimados en cada patrón
Alpha2k.mas.mas<-function(Pat1_k, Pat2_k, Pat3_k){
cbind(t(pi.mas.mas(Pat1_k)), t(pi.mas.mas(Pat2_k)),
t(pi.mas.mas(Pat3_k)))

}

# Uso:
# Alpha2k.mas.mas(Pat1_k, Pat2_k, Pat3_k) # Pat1_k, Pat2_k,
# Pat3_k son los patrones en formato lista
# alpha<-Alpha2k.mas.mas(Pat1_k, Pat2_k, Pat3_k)

#######################################

mas.mas.sqd.2k<-function(poblacion){

############### poblacion
t<-colSums(poblacion[, c(Q1.names, Q2.names)])

############### muestra
datos_muestra<-muestra.mas.mas(vihope, poblacion)

muestra<-list()
muestra$muestra<-datos_muestra[,
c("id", "Comuna", Q1.names, Q2.names)]
muestra$NI<-nrow(vihope)
muestra$nI<-nrow(seleccion)
muestra$Ni<-data.frame(Comuna=seleccion$Comuna,
Ni=seleccion$Personas)
muestra$ni<-data.frame(Comuna=seleccion$Comuna,
ni=seleccion$Personas_n)

### pi estimador en mas-mas tradicional
t_mas_mas<-pi.mas.mas(muestra)

### varianza del pi estimador en mas-mas tradicional
var_mas_mas<-var.mas.mas(muestra)

##################################################
#### MAS MAS en SQD

# Definimos los patrones
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temp<-muestra$muestra
id_pat<-sqldf("select distinct Comuna from vihope
where Patron=1 and Sel_comuna=1")

# datos en el patron 1
Pat1<-sqldf("select t1.* from temp t1
inner join id_pat t2 on (t1.Comuna=t2.Comuna)")
Pat1<-Pat1[, c("id", "Comuna", Q1.names)]

# datos en el patron 2
id_pat<-sqldf("select distinct Comuna from vihope
where Patron=2 and Sel_comuna=1")
Pat2<-sqldf("select t1.* from temp t1
inner join id_pat t2 on (t1.Comuna=t2.Comuna)")
Pat2<-Pat2[, c("id", "Comuna", Q2.names)]

# datos en el patron 3
id_pat<-sqldf("select distinct Comuna from vihope
where Patron=3 and Sel_comuna=1")
Pat3<-sqldf("select t1.* from temp t1
inner join id_pat t2 on (t1.Comuna=t2.Comuna)")
Pat3<-Pat3[, c("id", "Comuna", Q1.names, Q2.names)]

########## Muestra mas mas en sqd estimador simple
dat_temp_1<-rbind(Pat1, Pat3[,colnames(Pat1)])
# variables del cuestionario 1 en todos los patrones,
# muestra Y^(1,3)
dat_temp_2<-rbind(Pat2, Pat3[,colnames(Pat2)])
# variables del cuestionario 2 en todos los patrones,
# muestra Y^(2,3)

########################## Estimador simple
# variables en la muestra y^(1,3) : patron 1 y 3
datos_patron_temp<-list()
datos_patron_temp$muestra<-dat_temp_1
datos_patron_temp$NI<-nrow(vihope)
#nrow(sqldf("select * from vihope where Patron in (1,3)"))
datos_patron_temp$nI<-nrow(sqldf("select * from vihope
where Patron in (1,3) and Sel_comuna=1"))
datos_patron_temp$Ni<-sqldf("select Comuna,
Personas as Ni from vihope where Patron
in (1,3) and Sel_comuna=1")
datos_patron_temp$ni<-sqldf("select Comuna,
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Personas_n as ni from vihope
where Patron in (1,3) and Sel_comuna=1")
lista_k1<-datos_patron_temp

# variables en la muestra y^(2,3) : patron 2 y 3
datos_patron_temp<-list()
datos_patron_temp$muestra<-dat_temp_2
datos_patron_temp$NI<-nrow(vihope)
datos_patron_temp$nI<-nrow(sqldf("select * from vihope
where Patron in (2,3) and Sel_comuna=1"))
datos_patron_temp$Ni<-sqldf("select Comuna,
Personas as Ni from vihope
where Patron in (2,3) and Sel_comuna=1")
datos_patron_temp$ni<-sqldf("select Comuna,
Personas_n as ni from vihope
where Patron in (2,3) and Sel_comuna=1")
lista_k2<-datos_patron_temp
rm(datos_patron_temp)

tpi.Q1<-pi.mas.mas(lista_k1) # pi estimador
tpi.Q2<-pi.mas.mas(lista_k2) # pi estimador
tpi<-c(tpi.Q1, tpi.Q2)

sqd_t<-data.frame(t, t_mas_mas, t_mas_mas_simple=tpi)

############ varianza estimada
var.Q1<-var.mas.mas(lista_k1)
var.Q2<-var.mas.mas(lista_k2)
varianza_simple_sqd<-c(var.Q1, var.Q2)

# Resumen varianza estimada
sqd_var<-data.frame(var_mas_mas, varianza_simple_sqd)

######################################
########## Estimador MELI en SQD

dat_temp_1<-rbind(Pat1, Pat3[,colnames(Pat1)])# variables
# del cuestionario 1 en todos los patrones, muestra Y^(1,3)
dat_temp_2<-rbind(Pat2, Pat3[,colnames(Pat2)])# variables
# del cuestionario 2 en todos los patrones, muestra Y^(2,3)
dat_temp_2<-rbind(Pat2, Pat3[,colnames(Pat2)])# variables
# del cuestionario 2 en todos los patrones, muestra Y^(2,3)
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# Patron 1
datos_patron_temp<-list()
datos_patron_temp$muestra<-Pat1
datos_patron_temp$NI<-nrow(vihope)
datos_patron_temp$nI<-nrow(sqldf("select *
from vihope where Patron in (1) and Sel_comuna=1"))
datos_patron_temp$Ni<-sqldf("select Comuna,
Personas as Ni from vihope where Patron in (1)
and Sel_comuna=1")
datos_patron_temp$ni<-sqldf("select Comuna,
Personas_n as ni from vihope where Patron in
(1) and Sel_comuna=1")
Pat1_k<-datos_patron_temp

# Patron 2
datos_patron_temp<-list()
datos_patron_temp$muestra<-Pat2
datos_patron_temp$NI<-nrow(vihope)
datos_patron_temp$nI<-nrow(sqldf("select *
from vihope where Patron in (2) and Sel_comuna=1"))
datos_patron_temp$Ni<-sqldf("select Comuna,
Personas as Ni from vihope where Patron in
(2) and Sel_comuna=1")
datos_patron_temp$ni<-sqldf("select Comuna,
Personas_n as ni from vihope
where Patron in (2) and Sel_comuna=1")
Pat2_k<-datos_patron_temp

# Patron 3
datos_patron_temp<-list()
datos_patron_temp$muestra<-Pat3
datos_patron_temp$NI<-nrow(vihope)
datos_patron_temp$nI<-nrow(sqldf("select
* from vihope where Patron in (3) and Sel_comuna=1"))
datos_patron_temp$Ni<-sqldf("select Comuna,
Personas as Ni from vihope where Patron in
(3) and Sel_comuna=1")
datos_patron_temp$ni<-sqldf("select Comuna,
Personas_n as ni from vihope
where Patron in (3) and Sel_comuna=1")
Pat3_k<-datos_patron_temp
rm(datos_patron_temp)

V<-v.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)
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W<-w.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)

alpha<-Alpha.mas.mas(Pat1_k, Pat2_k, Pat3_k, K=2)
pi_est_sqd<-A_prima%*%t(alpha)
# El estimador del vector de totales bajo SQD

# Resumen final total estimado
pi_estimador<-data.frame(sqd_t, t_est_sqd=pi_est_sqd)

# total estimado para la variable k
#k=15; t(A_prima[k,])%*%t(alpha)
# El estimador del vector de totales bajo SQD

# Varianza de las variables bajo SQD
varianza_mas_mas_sqd<-numeric()
for (k in 1:dim(A_prima)[1]){

varianza_mas_mas_sqd[k]<-t(A_prima[k,])%*%V%*
%t(t(A_prima[k,]))

}

# Resumen final varianza
var_pi<-data.frame(sqd_var, varianza_mas_mas_sqd) # varianza
result<-list()
result$pi_estimador<-pi_estimador
result$var_pi<-var_pi
return(result)
}

# Uso:
# mas.mas.sqd.2k(poblacion)

####################
## Simulacion K=2 cuestionarios (3 Patrones)

simulacion.mas.mas.2k<-function(database, n_muestra){
VAR<-TOTAL<-numeric()

for (i in 1:n_muestra){
a<-mas.mas.sqd.2k(database)

TOTAL0<-data.frame(a$pi_estimador, muestra=as.factor(i))
TOTAL0$variable<-as.factor(row.names(TOTAL0))
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row.names(TOTAL0)<-1:nrow(TOTAL0)
TOTAL<-rbind(TOTAL,TOTAL0)
VAR0<-data.frame(a$var_pi, muestra=as.factor(i))
VAR0$variable<-as.factor(row.names(VAR0))
row.names(VAR0)<-1:nrow(VAR0)
VAR<-rbind(VAR, VAR0)
cat("=================== Finaliza Muestra", i)

}
result<-list()
result$TOTAL<-TOTAL
result$VAR<-VAR
return(result)

}

# Uso: simulacion.mas.mas.2k(database, n_muestra)
# database es la poblacion, n_muestra es la
# cantidad de muestras a simular
# simulacion.mas.mas.2k(poblacion, n_muestra=2)

##################################################################
################### FIN CODIGO ESCENARIO 2 #######################
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A.2.3 Encuesta de Convivencia y Seguridad Ciudadana

Los códigos presentados a continuación corresponden al análisis realizado en la sec-
ción 3.2.1.

##################################################################
################## INICIO CODIGO APLICACION ######################

require(sqldf)
require(openxlsx)

v4k.aplicaion<-function(N, Pat1, Pat2, Pat3, Pat4, Pat5, Pat6,
Pat7, Pat8){
nj<-c(nrow(Pat1), nrow(Pat2), nrow(Pat3), nrow(Pat4),
nrow(Pat5), nrow(Pat6), nrow(Pat7), nrow(Pat8))
filas_Pat1<-columnas_Pat1<-ncol(data.frame(Pat1))
filas_Pat2<-columnas_Pat2<-ncol(data.frame(Pat2))
filas_Pat3<-columnas_Pat3<-ncol(data.frame(Pat3))
filas_Pat4<-columnas_Pat4<-ncol(data.frame(Pat4))
filas_Pat5<-columnas_Pat5<-ncol(data.frame(Pat5))
filas_Pat6<-columnas_Pat6<-ncol(data.frame(Pat6))
filas_Pat7<-columnas_Pat7<-ncol(data.frame(Pat7))
filas_Pat8<-columnas_Pat8<-ncol(data.frame(Pat8))
dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3+
columnas_Pat4+columnas_Pat5+columnas_Pat6
+columnas_Pat7+columnas_Pat8
v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
colnames(v_inic)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3), colnames(Pat4), colnames(Pat5),
colnames(Pat6), colnames(Pat7), colnames(Pat8))

v_inic[1:filas_Pat1,1:columnas_Pat1]<-(N^2
*(1-(nj[1]/N))/nj[1])*var(Pat1)
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-
(N^2*(1-(nj[2]/N))/nj[2])*var(Pat2)
v_inic[(filas_Pat1+filas_Pat2+1):(filas_Pat1
+filas_Pat2+filas_Pat3), (columnas_Pat1+filas_Pat2+1):
(columnas_Pat1+columnas_Pat2
+columnas_Pat3)]<-(N^2*(1-(nj[3]/N))/nj[3])*var(Pat3)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3+1):(filas_Pat1
+filas_Pat2+filas_Pat3+filas_Pat4), (columnas_Pat1
+columnas_Pat2
+columnas_Pat3+1):(columnas_Pat1+columnas_Pat2
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+columnas_Pat3+columnas_Pat4)]<-(N^2*(1-(nj[4]
/N))/nj[4])*var(Pat4)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+1):(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5), (columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4+columnas_Pat5)]<-
(N^2*(1-(nj[5]/N))/nj[5])*var(Pat5)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+filas_Pat5+1):(filas_Pat1
+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5+filas_Pat6), (columnas_Pat1
+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6)]<-(N^2*(1-(nj[6]/N))
/nj[6])*var(Pat6)
v_inic[(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4
+filas_Pat5+filas_Pat6+1):(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4
+filas_Pat5+filas_Pat6+filas_Pat7),
(columnas_Pat1+columnas_Pat2+columnas_Pat3
+columnas_Pat4
+columnas_Pat5+columnas_Pat6+1):(columnas_Pat1
+columnas_Pat2+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6+columnas_Pat7)]
<-(N^2*(1-(nj[7]/N))/nj[7])*var(Pat7)
v_inic[(filas_Pat1+filas_Pat2
+filas_Pat3+filas_Pat4+filas_Pat5
+filas_Pat6+filas_Pat7+1):(filas_Pat1+filas_Pat2+filas_Pat3
+filas_Pat4+filas_Pat5+filas_Pat6+filas_Pat7+filas_Pat8),
(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6
+columnas_Pat7+1):(columnas_Pat1+columnas_Pat2
+columnas_Pat3+columnas_Pat4
+columnas_Pat5+columnas_Pat6
+columnas_Pat7+columnas_Pat8)]
<-(N^2*(1-(nj[8]/N))/nj[8])*var(Pat8)
cat("Cantidad de bloques en la matriz V
para aplicaion:", 8)
cat("Dimension (MxM) de la matriz V para
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aplicaion:", dim_v, "x", dim_v)
return(v_inic)

}

# Uso:
# v4k.aplicaion(N=nrow(database), Pat1=Pat1f, Pat2=Pat5f,
# Pat3=Pat6f, Pat4=Pat7f, Pat5=Pat11f, Pat6=Pat12f,
# Pat7=Pat13f, Pat8=Pat15f)

#################

w4k.aplicaion<-function(Pat1, Pat2, Pat3, Pat4, Pat5, Pat6,
Pat7, Pat8){
variables_pat<-data.frame(variables=c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7),
colnames(Pat8)), variables2=paste0("V",
seq(1:length(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3), colnames(Pat4), colnames(Pat5),
colnames(Pat6), colnames(Pat7), colnames(Pat8))))))

# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat)){

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2
then 1 else 0 end) as var from variables_pat a

left join variable_v b on (a.variables=b.variables)")
}

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat))

w_list0<-cbind(w_list0, w_list[[i]][,3])

row.names(w_list0)<-colnames(w_list0)<-c(colnames(Pat1),
colnames(Pat2), colnames(Pat3), colnames(Pat4),
colnames(Pat5), colnames(Pat6), colnames(Pat7),
colnames(Pat8))

# fase 3
count<-table(row.names(w_list0))
count<-count[unique(c(colnames(Pat1), colnames(Pat2),
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colnames(Pat3),colnames(Pat4), colnames(Pat5),
colnames(Pat6), colnames(Pat7), colnames(Pat8)))]

w_list1<-list()
for(i in 1:length(count)){

w_list1[[i]]<-addmargins(w_list0[row.names(
w_list0)==names(count[i]),])[count[i]+1,1:nrow(
variables_pat)]

}

# fase 4
w_list01<-numeric()
for(i in 1:length(count)){

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))
}
colnames(w_list01)<-unique(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4), colnames(Pat5), colnames(Pat6),
colnames(Pat7), colnames(Pat8)))
row.names(w_list01)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3),colnames(Pat4), colnames(Pat5),
colnames(Pat6), colnames(Pat7), colnames(Pat8))
return(w_list01)

}

# Uso:
# w4k.aplicaion(Pat1=Pat1f, Pat2=Pat5f, Pat3=Pat6f, Pat4=Pat7f,
# Pat5=Pat11f, Pat6=Pat12f, Pat7=Pat13f, Pat8=Pat15f)

##########################

# Pi estimado en MAS
pi.mas<-function(N, datos){(N*colMeans(datos))}

#########################

Alpha4k.aplicaion<-function(N, Pat1, Pat2, Pat3, Pat4, Pat5,
Pat6, Pat7, Pat8){
cbind(t(pi.mas(N, Pat1)), t(pi.mas(N, Pat2)),
t(pi.mas(N, Pat3)), t(pi.mas(N, Pat4)),
t(pi.mas(N, Pat5)),t(pi.mas(N, Pat6)),
t(pi.mas(N, Pat7)),t(pi.mas(N, Pat8)))

}
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# Uso:
# Alpha4k.aplicaion(N=nrow(database), Pat1=Pat1f,
# Pat2=Pat5f, Pat3=Pat6f, Pat4=Pat7f, Pat5=Pat11f,
# Pat6=Pat12f, Pat7=Pat13f, Pat8=Pat15f)

##################################################################
##################################################################

c1<-read.csv2("Datos de la vivienda.csv", header=T)
colnames(c1)<-c("DIRECTORIO", colnames(c1)[-1])

c2<-read.csv2("Percepcion de seguridad y convivencia.csv",
header=T); colnames(c2)<-c("DIRECTORIO", colnames(c2)[-1])

c5<-read.csv2("Caracteristicas generales de las personas.csv",
header=T); colnames(c5)<-c("DIRECTORIO", colnames(c5)[-1])

# P1362 cómo se siente en el barrio: 1. Seguro(a) 2. Inseguro(a)

database<-sqldf("select t1.DIRECTORIO, t1.SECUENCIA_ENCUESTA,
t1.SECUENCIA_P, t1.ORDEN, t1.P1362, t1.FEX_C,
(CASE WHEN t1.P1362=’2’ THEN 1
WHEN t1.P1362=’1’ THEN 0 ELSE 3 END) as INSEGURIDAD,
(CASE WHEN t1.P1362=’2’ THEN 0 WHEN
t1.P1362=’1’ THEN 1 ELSE 3 END) as SEGURIDAD,
t2.DEPMUNI, t2.CIUDADES28, t2.CLASE
from c2 t1
left join c1 t2 on (t1.DIRECTORIO=t2.DIRECTORIO)
")

N_hogares<-length(unique(database$DIRECTORIO))
N_patrones<-15
n_hogar_patron<-round(N_hogares/N_patrones, 0)
nj<-rep(n_hogar_patron, N_patrones-1)
nj<-c(nj, nj[1]-2)
id_hogares<-unique(database$DIRECTORIO)
sel_id<-select.id.sqd(id=id_hogares, nj=nj)

id_target<-data.frame(DIRECTORIO=sel_id[[1]])
Pat1<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")
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id_target<-data.frame(DIRECTORIO=sel_id[[5]])
Pat5<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

id_target<-data.frame(DIRECTORIO=sel_id[[6]])
Pat6<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

id_target<-data.frame(DIRECTORIO=sel_id[[7]])
Pat7<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

id_target<-data.frame(DIRECTORIO=sel_id[[11]])
Pat11<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

id_target<-data.frame(DIRECTORIO=sel_id[[12]])
Pat12<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

id_target<-data.frame(DIRECTORIO=sel_id[[13]])
Pat13<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

id_target<-data.frame(DIRECTORIO=sel_id[[15]])
Pat15<-sqldf("select a.* from database a
inner join id_target b on (a.DIRECTORIO=b.DIRECTORIO)")

# Aunque tengo la distrubucion de los 15 patrones,
# solo me interesan aquellos donde estan las
# variables de interés: seguridad, inseguridad. Es decir,
# los patrones 1,5,6,7,11,12,13,15

########################## Poblacion
t_SEG<-sum(database$SEGURIDAD*database$FEX_C)
t_INSEG<-sum(database$INSEGURIDAD*database$FEX_C)
prop1<-t_INSEG/(t_INSEG+t_SEG) # Proporcion de personas
# que se sineten inseguras en su barrio

########################## Muestra
# cuestionario 1 en todos los patrones,
# muestra Y^(1,5,6,7,11,12,13,15)
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dat_temp_1<-rbind(Pat1, Pat5, Pat6, Pat7, Pat11,
# Pat12, Pat13, Pat15)

######################### Estimador simple
t_SEG_simple<-(nrow(database)/nrow(dat_temp_1))*
sum(dat_temp_1$SEGURIDAD*dat_temp_1$FEX_C)
t_INSEG_simple<-(nrow(database)/nrow(dat_temp_1))*
sum(dat_temp_1$INSEGURIDAD*dat_temp_1$FEX_C)
prop2<-t_INSEG_simple/(t_INSEG_simple+t_SEG_simple) # Proporcion
# de personas que se sineten inseguras en su barrio

########## Estimador MELI en SQD
Pat<-Pat1
Pat1f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat5
Pat5f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat6
Pat6f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat7
Pat7f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat11
Pat11f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat12
Pat12f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat13
Pat13f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

Pat<-Pat15
Pat15f<-data.frame(INSEGURIDAD=Pat$INSEGURIDAD*Pat$FEX_C,
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SEGURIDAD=Pat$SEGURIDAD*Pat$FEX_C)

# las variables en los demás patrones no me interesan

V<-v4k.aplicaion(N=nrow(database), Pat1=Pat1f, Pat2=Pat5f,
Pat3=Pat6f, Pat4=Pat7f, Pat5=Pat11f, Pat6=Pat12f, Pat7=Pat13f,
Pat8=Pat15f)
W<-w4k.aplicaion(Pat1=Pat1f, Pat2=Pat5f, Pat3=Pat6f,
Pat4=Pat7f, Pat5=Pat11f, Pat6=Pat12f, Pat7=Pat13f,
Pat8=Pat15f)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)
alpha<-Alpha4k.aplicaion(N=nrow(database), Pat1=Pat1f,
Pat2=Pat5f, Pat3=Pat6f, Pat4=Pat7f, Pat5=Pat11f,
Pat6=Pat12f, Pat7=Pat13f, Pat8=Pat15f)
pi_est_sqd<-A_prima%*%t(alpha); pi_est_sqd # El estimador
# del vector de totales bajo SQD

# Resumen final total estimado
pi_estimador<-data.frame(t_SEG, t_INSEG, prop1,
t_SEG_simple, t_INSEG_simple, prop2,
t_SEG_sqd=pi_est_sqd[2,], t_INSEG_sqd=pi_est_sqd[1,],
prop3=pi_est_sqd[1,]/sum(pi_est_sqd), row.names = "Resumen")
pi_estimador

##################################################################
#################### FIN CODIGO APLICACION #######################

A.2.4 Escenario de simulación diseño MAS con estimador de
regresión

Los códigos presentados a continuación corresponden al escenario de simulacion de
la sección 3.3.1.

##################################################################
############# INICIO CODIGO ESCENARIO DE SIMULACION ##############

# Simulación de N observaciones con 30 variables: Bernoulli (15),
Poisson (7) y Normal (8)
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database.simulated<-function(N)

# Variables Bernoulli
p<-seq(from=0.1, to=0.9, by=0.1)
x1.bernoulli<-rbinom(N,1,p[4])
x2.bernoulli<-rbinom(N,1,p[8])
x3.bernoulli<-rbinom(N,1,p[3])
x4.bernoulli<-rbinom(N,1,p[4])
x5.bernoulli<-rbinom(N,1,p[5])
x6.bernoulli<-rbinom(N,1,p[6])
x7.bernoulli<-rbinom(N,1,p[7])
x8.bernoulli<-rbinom(N,1,p[8])
x9.bernoulli<-rbinom(N,1,p[9])
x10.bernoulli<-rbinom(N,1,p[4])
x11.bernoulli<-rbinom(N,1,p[8])
x12.bernoulli<-rbinom(N,1,p[3])
x13.bernoulli<-rbinom(N,1,p[4])
x14.bernoulli<-rbinom(N,1,p[5])
x15.bernoulli<-rbinom(N,1,p[6])

# Variables Poisson
lambda<-seq(from=18, to=95, by=12)
x1.poisson<-rpois(N,lambda[1])
x2.poisson<-rpois(N,lambda[2])
x3.poisson<-rpois(N,lambda[3])
x4.poisson<-rpois(N,lambda[4])
x5.poisson<-rpois(N,lambda[5])
x6.poisson<-rpois(N,lambda[6])
x7.poisson<-rpois(N,lambda[7])

# Variables Normal
# sd entre [mu-3k ; mu+3k]
x1.normal<-round(rnorm(N, mean=100, sd=20), 2)
x2.normal<-round(rnorm(N, mean=1000, sd=150), 3)
x3.normal<-round(rnorm(N, mean=250, sd=15), 2)
x4.normal<-round(rnorm(N, mean=828000, sd=10000), 0)
x5.normal<-round(rnorm(N, mean=50, sd=4), 0)
x6.normal<-round(rnorm(N, mean=25, sd=3), 0)
x7.normal<-round(rnorm(N, mean=500, sd=73), 1)
x8.normal<-abs(round(rnorm(N, mean=2, sd=1), 0))

# Base con todas las variables
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database<-data.frame(id=1:N, x1.bernoulli, x2.bernoulli,
x3.bernoulli, x4.bernoulli, x5.bernoulli,
x6.bernoulli, x7.bernoulli, x8.bernoulli, x9.bernoulli,
x10.bernoulli, x11.bernoulli, x12.bernoulli, x13.bernoulli,
x14.bernoulli, x15.bernoulli, x1.poisson, x2.poisson,
x3.poisson, x4.poisson, x5.poisson, x6.poisson,
x7.poisson, x1.normal, x2.normal, x3.normal, x4.normal,
x5.normal, x6.normal, x7.normal, x8.normal)
cat("Se genera base de datos de tamanno poblacional N =",N)
database

# Modo de uso:
# database.simulated(N) # N es el tamaño poblacional
# database_pr<-database.simulated(1000)
##################################################################

# Selecciona nj individuos de forma aleatoria en el patron j
require(sqldf)

select.id.sqd<-function(id, nj)
mj<-idj<-list() # lista vacia par los elementos
idj[[1]]<-id # database$id

for (i in 1:length(nj))
mj[[i]]<-sample(as.matrix(idj[[i]]), nj[i])
# elementos seleccionados
id_1<-data.frame(id=idj[[i]])
sample_i<-data.frame(id=mj[[i]])
idj[[i+1]]<-sqldf(’select t1.*
from id_1 t1 left join sample_i t2
on (t1.id=t2.id) where t2.id is null’)

mj

# Ejecucion: select.id.sqd(id, nj)
# id: vectos con el id de los individuos
# nj: vector de tamaños de muesta

# Output
# Una lista con los elementos seleccionados en
# cada tamaño de muestra
# select.id.sqd(id=1:15, nj=c(2,2,2))
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##################################################################

# pi-estimador bajo MAS
pi.mas<-function(N, datos)
(N*colMeans(datos))

# Uso: pi.mas(N, datos)

# varianza estimada del pi-estimador bajo MAS
var.mas<-function(N, datos)
(N^2*(1-(nrow(datos)/N))/nrow(datos))*diag(var(datos))

# Uso: var.mas(N, datos)
# N es el tamaño poblacional,
# datos es la muestra de información

##################################################################

# V es una matriz diagonal por bloques (MxM), donde
# los bloques son matrices de varianzas-covarianzas
v2k<-function(N, Pat1, Pat2, Pat3)
nj<-c(nrow(Pat1), nrow(Pat2), nrow(Pat3))
filas_Pat1<-columnas_Pat1<-ncol(data.frame(Pat1))
# la varianza es una matriz cuadrada de pxp variables
filas_Pat2<-columnas_Pat2<-ncol(data.frame(Pat2))
filas_Pat3<-columnas_Pat3<-ncol(data.frame(Pat3))
dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3
v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
colnames(v_inic)<-c(colnames(Pat1), colnames(Pat2),
colnames(Pat3))
v_inic[1:filas_Pat1,1:columnas_Pat1]<-
(N^2*(1-(nj[1]/N))/nj[1])*var(Pat1)
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-
(N^2*(1-(nj[2]/N))/nj[2])*var(Pat2)
v_inic[(filas_Pat1+filas_Pat2+1):
(filas_Pat1+filas_Pat2+filas_Pat3),
(columnas_Pat1+columnas_Pat2+1):
(columnas_Pat1+columnas_Pat2+columnas_Pat3)]<-
(N^2*(1-(nj[3]/N))/nj[3])*var(Pat3)
cat("Cantidad de bloques en la matriz V:", 3)
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cat("Dimension (MxM) de la matriz V:", dim_v, "x", dim_v)
return(v_inic)

# Uso: v2k(N, Pat1, Pat2, Pat3)
# N es el tamaño poblacional;
# Pat1, Pat2, Pat3 son los patrones
#V<-v2k(N, Pat1,Pat2,Pat3)
#############

##########
v<-function(N, Pat1, Pat2, Pat3, Pat4=0, Pat5=0, Pat6=0,
Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0, Pat12=0, Pat13=0,
Pat14=0, Pat15=0, K)
if(K==2)v<-v2k
v_inic<-v(N, Pat1, Pat2, Pat3)
return(v_inic)

# Uso:
#v(N, Pat1, Pat2, Pat3, K=2)

###########
# Alpha es el vetor de totales estimados en cada patrón
Alpha2k<-function(N, Pat1, Pat2, Pat3)
cbind(t(pi.mas(N, Pat1)), t(pi.mas(N, Pat2)),
t(pi.mas(N, Pat3)))

# Uso: Alpha2k(N, Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones, N es el tamaño poblacional
#alpha<-Alpha2k(N, Pat1, Pat2, Pat3)

####
Alpha<-function(N, Pat1, Pat2, Pat3, Pat4=0, Pat5=0,
Pat6=0, Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0,
Pat12=0, Pat13=0, Pat14=0, Pat15=0, K)
if(K==2)Alpha<-Alpha2k
a<-Alpha(N, Pat1, Pat2, Pat3)
return(a)

# Alpha(N, Pat1, Pat2, Pat3, K=2)

####
# W es una matriz MxK de con 1 en la posición (m,k)
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# si el m-ésimo elemento de Alpha es una estimación de
# Yk y cero en otro caso
w2k<-function(Pat1, Pat2, Pat3)
variables_pat<-data.frame(variables=c(colnames(Pat1),
colnames(Pat2), colnames(Pat3)),
variables2=paste0("V", seq(1:length(c(colnames(Pat1),
colnames(Pat2), colnames(Pat3))))))
# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat))

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2 then 1 else 0 end)
as var from variables_pat a

left join variable_v b on (a.variables=b.variables)")

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat))

w_list0<-cbind(w_list0, w_list[[i]][,3])

row.names(w_list0)<-colnames(w_list0)<-c(colnames(Pat1),
colnames(Pat2), colnames(Pat3))

# fase 3
count<-table(row.names(w_list0))
count<-count[unique(c(colnames(Pat1), colnames(Pat2),
colnames(Pat3)))]

w_list1<-list()
for(i in 1:length(count))

w_list1[[i]]<-addmargins(w_list0[row.names(w_list0)==
names(count[i]),])[count[i]+1,1:nrow(variables_pat)]

# fase 4
w_list01<-numeric()
for(i in 1:length(count))

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))

colnames(w_list01)<-unique(c(colnames(Pat1),
colnames(Pat2), colnames(Pat3)))
row.names(w_list01)<-c(colnames(Pat1), colnames(Pat2),
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colnames(Pat3))
return(w_list01)

#Uso: w2k(Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones
#W<-w2k(Pat1, Pat2, Pat3)

######
w<-function(Pat1, Pat2, Pat3, Pat4=0, Pat5=0, Pat6=0,
Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0, Pat12=0,
Pat13=0, Pat14=0, Pat15=0, K)
if(K==2)w<-w2k
w_list01<-w(Pat1, Pat2, Pat3)
return(w_list01)

#w(Pat1, Pat2, Pat3, K=2)

######### MAS en SQD K=2 #############
mas.sqd.2k<-function(database,n,nj)
N<-nrow(database)
# database<-database.simulated(N) # base sumulada
cat("Tamanno de muestra n =", n)
cat("Sumatoria de nj =", sum(nj))
cat("Tamannos de muestra nj =", nj)
# n<-round(0.15*N, 0) # % de la población
# nj<-round(c(0.35*n, 0.35*n, 0.3*n), 0)
# Tamaños de muesta nj en cada patrón j

sel_id<-select.id.sqd(id=database$id, nj=nj)

### Selección de Datos en cada patrón
# (puede ser uno o varios cuestionarios)

# Definimos los patrones
Pat1<-data.frame(database[sel_id[[1]], Q1.names])
# datos en el patron 1
Pat2<-data.frame(database[sel_id[[2]], Q2.names])
# datos en el patron 2
Pat3<-data.frame(database[sel_id[[3]], c(Q1.names,
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Q2.names)])
# datos en el patron 3

########################## Poblacion
datos_all<-data.frame(database[, c(Q1.names, Q2.names)])
t<-colSums(datos_all)
# total poblacional
# varianza<-(N^2*(1-n/N)/n)*diag(var(datos_all))

########################## Muestra de patrones
dat_temp_1<-rbind(Pat1, Pat3[,colnames(Pat1)])
# variables del cuestionario 1 en todos los patrones,
# muestra Y^(1,3)
dat_temp_2<-rbind(Pat2, Pat3[,colnames(Pat2)])
# variables del cuestionario 2 en todos los patrones,
# muestra Y^(2,3)

########################## Estimador simple
tpi.Q1<-pi.mas(N, dat_temp_1)
# pi estimador de las variables en y^(1,3)
tpi.Q2<-pi.mas(N, dat_temp_2)
# pi estimador de las variables en y^(2,3)
tpi<-c(tpi.Q1, tpi.Q2)

########################## Muestra MAS
muestra_mas<-data.frame(database[c(sel_id[[1]], sel_id[[2]],
sel_id[[3]]), c(Q1.names, Q2.names)])
t_mas<-pi.mas(N, muestra_mas)
# estimado bajo un diseño MAS

# Resumen total estimado
sqd_t<-data.frame(t, t_est_mas=t_mas, t_est_simple=tpi)

# varianza estimada
var.Q1<-var.mas(N, dat_temp_1)
var.Q2<-var.mas(N, dat_temp_2)
varianza_est<-c(var.Q1, var.Q2)

var_mas<-var.mas(N, muestra_mas)

# Resumen varianza estimada
sqd_var<-data.frame(varianza_mas=var_mas,
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varianza_mas_simple=varianza_est)

########## Estimador MELI en SQD

V<-v(N, Pat1, Pat2, Pat3, K=2)
W<-w(Pat1, Pat2, Pat3, K=2)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)
alpha<-Alpha(N, Pat1, Pat2, Pat3, K=2)
pi_est_sqd<-A_prima%*%t(alpha)
# El estimador del vector de totales bajo SQD

########## Estimador de totales en dos fases

# Definimos los patrones
Pat1_c1<-data.frame(database[sel_id[[1]],
c(Q1.names)])
# datos cuestionario 1 en el patron 1 para
# estimador en dos fases
Pat3_c1b<-data.frame(database[sel_id[[2]], c(Q1.names)])
# datos cuestionario 1 en el patron 2
Pat3_c1c<-data.frame(database[sel_id[[3]], c(Q1.names)])
# datos cuestionario 1 en el patron 3

Pat3_c1<-rbind(Pat3_c1b, Pat3_c1c)
# datos cuestionario 1 en el patron 2 y 3
# para estimador en dos fases
Pat3_c2<-rbind(data.frame(database[sel_id[[2]],
c(Q2.names)]),
data.frame(database[sel_id[[3]], c(Q2.names)]))
# datos cuestionario 2 en el patron 2 y 3
# para estimador en dos fases

Pat13_c1<-rbind(Pat1_c1, Pat3_c1)
# patrones 1 y 3 del cuestionario 1

Q1.13<-pi.mas(N, Pat13_c1)
# pi estimador de las variables Q1 en y^(1,3)
Q1.3<-pi.mas(N, Pat3_c1)
# pi estimador de las variables Q1 en y^(3)
Q2.3<-pi.mas(N, Pat3_c2)
# pi estimador de las variables Q2 en y^(3)
D<-Q1.13 - Q1.3 # diferencias

# vector de betas
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Betas_j<-Betas.j(Pat3_c1, Pat3_c2, N)

# vector de estimaciones de totales bajo
# estimador en dos fases
tpi.2f.Q2<-numeric()
for (i in 1:ncol(Pat3_c2))

tpi.2f.Q2[i]<- Q2.3[i] + sum(Betas_j[[i]]*D)

names(tpi.2f.Q2)<-names(Q2.3)
tpi_est_2f=c(Q1.13,tpi.2f.Q2)

# Resumen final total estimado
pi_estimador<-data.frame(sqd_t,
t_est_sqd=pi_est_sqd, tpi_est_2f)

# total estimado para la variable k
#k=15; t(A_prima[k,])%*%t(alpha)
# El estimador del vector de totales bajo SQD

# Varianza de las variables bajo SQD
varianza_mas_sqd<-numeric()
for (k in 1:dim(A_prima)[1])

varianza_mas_sqd[k]<-t(A_prima[k,])%*%V%*%t(t(A_prima[k,]))

# Varianza bajo estimador en dos fases

# Varianza en cuestionario 2 bajo estimador
# en dos fases: Jackknife
Pat3_c2_temp<-Q2.3_temp<-Betas_j_temp<-numeric()
tpi.2f.Q2_temp<-matrix(0, ncol = ncol(Pat3_c1),
nrow = nrow(Pat3_c2))
for (i in 1:nrow(Pat3_c2))

Betas_j_temp<-Betas.j(Pat3_c1[-i,], Pat3_c2[-i,], N)
Pat3_c2_temp<-Pat3_c2[-i,]
Q2.3_temp<-rbind(Q2.3_temp, pi.mas(N, Pat3_c2_temp))

# pi estimador de las variables Q2 en y^(3)
# quitando el elemento i

for (j in 1:ncol(Pat3_c1))
tpi.2f.Q2_temp[i,j]<- Q2.3_temp[i,j] +
sum(Betas_j_temp[[j]]*D)
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Q2.3_temp<-as.data.frame(Q2.3_temp)

# Varianza Jackknife
temp_1<-numeric()
for (i in 1:nrow(Q2.3_temp))

temp_1<-rbind(temp_1, (Q2.3_temp[i,]-Q2.3)^2)
# diferencias (t_a - t)^2

var_jackknife<-((nrow(temp_1)-1)/nrow(temp_1))
* colSums(temp_1)
# varianza en el cuetionario Q2

var_Q1_2f<-var.mas(N, Pat13_c1)
# varianza de las variables del cuestionario Q1
# en la muestra y^(1,3)

varianza_mas_2f<-c(var_Q1_2f, var_jackknife)

# Resumen final varianza
var_pi<-data.frame(sqd_var,
varianza_mas_sqd=varianza_mas_sqd, varianza_mas_2f)
# comparacion varianza
result<-list()
result$pi_estimador<-pi_estimador
result$var_pi<-var_pi
return(result)

# Uso: mas.sqd.2k(database,n,nj)
# database es la base poblacional,
# n es el tamño de muestra,
# nj tamaño de muestra en el patrón j
#mas.sqd.2k(database,n,nj)

##################################################################
## Simulacion K=2 (3 Patrones)
simulacion.mas.2k<-function(database, n_muestra)
N<-nrow(database)
n<-round(0.15N, 0) # % de la población
nj<-round(c(0.35n, 0.35n, 0.3n), 0)
# Tamaños de muesta nj en cada patrón j
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VAR<-TOTAL<-numeric()

for (i in 1:n_muestra)
a<-mas.sqd.2k(database,n,nj)
TOTAL0<-data.frame(a$pi_estimador, muestra=as.factor(i))
TOTAL0$variable<-as.factor(row.names(TOTAL0))
row.names(TOTAL0)<-1:nrow(TOTAL0)
TOTAL<-rbind(TOTAL,TOTAL0)
VAR0<-data.frame(a$var_pi, muestra=as.factor(i))
VAR0$variable<-as.factor(row.names(VAR0))
row.names(VAR0)<-1:nrow(VAR0)
VAR<-rbind(VAR, VAR0)
cat("===== Finaliza Muestra", i)

result<-list()
result$TOTAL<-TOTAL
result$VAR<-VAR
return(result)

# Uso: simulacion.mas.2k(database, n_muestra)
# database es la poblacion,
# n_muestra es la cantidad de muestras a simular
#simulacion.mas.2k(database, n_muestra=3)

##################################################################
###################################### Estimador en dos fases

# Función para calcular los betas para el estimador
# en dos fases bajo diseño MAS
# Estima los betas (J1 del cuestionario Q1) para las
# J2 variables del cuestionario Q2
Betas.j=function(Pat3_c1, Pat3_c2, N)
T_estimado<-t_estimado<-Betas<-list()
for (i in 1:ncol(Pat3_c1))

T_estimado[[i]]<-(Pat3_c1*t(Pat3_c1))/
(dim(Pat3_c1)[1]/N) #xx’/pik
t_estimado[[i]]<-(Pat3_c1*data.frame(rep(Pat3_c2[i],
ncol(Pat3_c1))))/(dim(Pat3_c2)[1]/N) #xy_k/pik
Betas[[i]]<-colSums(t_estimado[[i]])/colSums(T_estimado[[i]])

return(Betas)

# Uso:
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#Betas.j(Pat3_c1, Pat3_c2, N)
# Devuelve una lista con los betas asociado a cada variable Q1

######################################

#######################################
#######################################
# paquetes adicionales
require(openxlsx)

##################################################################
######################## Cuestionarios ###########################

# Distribución de las 30 Variables en 4 cuestionarios

# Cuestionario 1
Q1.names<-c("x1.bernoulli", "x2.bernoulli", "x3.bernoulli",

"x4.bernoulli", "x1.poisson", #"x2.poisson",
"x1.normal", "x2.normal")

# Cuestionario 2
Q2.names<-c("x5.bernoulli", "x6.bernoulli", "x7.bernoulli",

"x8.bernoulli", "x3.poisson",
"x3.normal", "x4.normal")

# Cuestionario 3
Q3.names<-c("x9.bernoulli", "x10.bernoulli", "x11.bernoulli",

"x4.poisson", "x5.poisson",
"x5.normal", "x6.normal")

# Cuestionario 4
Q4.names<-c("x12.bernoulli", "x13.bernoulli", "x14.bernoulli",

"x15.bernoulli",
"x6.poisson", "x7.poisson",
"x7.normal", "x8.normal")

##################################################################
############# FIN CODIGO ESCENARIO DE SIMULACION #################
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A.2.5 Escenario de simulación diseño PPT

Los códigos presentados a continuación corresponden al escenario de simulacion de
la sección 3.3.2.

##################################################################
############# INICIO CODIGO ESCENARIO DE SIMULACION ##############

##################################################################
# Simulación de N observaciones con dos variables
database.simulated<-function(N){
y1<-round%(rnorm(N, mean=828000, sd=10000), 0)
y2<-0.5*rpois(N,54)
x1<-3+0.5*y1 - round(rnorm(N, mean=250, sd=15), 2)
pk<-x1/sum(x1)
Tx<-sum(x1)
# Base con todas las variables
database<-data.frame(id=1:N, y1, y2, x1, pk, Tx)
cat(’Se genera base de datos de tamanno poblacional N =’,N)
database
}

# Modo de uso:
# database.simulated(N) # N es el tamaño poblacional
# database_pr<-database.simulated(1000)
##################################################################

##################################################################
# Selecciona nj individuos de forma aleatoria en el patron j
require(sqldf)

select.id.sqd<-function(id, nj)
mj<-idj<-list() # lista vacia par los elementos
idj[[1]]<-id

for (i in 1:length(nj))
mj[[i]]<-sample(as.matrix(idj[[i]]), nj[i], replace = TRUE)
# elementos seleccionados
id_1<-data.frame(id=idj[[i]])
sample_i<-data.frame(id=mj[[i]])
idj[[i+1]]<-sqldf(’select t1.* from id_1 t1
left join sample_i t2 on (t1.id=t2.id)
where t2.id is null’)
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mj

# Ejecucion: select.id.sqd(id, nj)
# id: vectos con el id de los individuos
# nj: vector de tamaños de muesta

# Output
# Una lista con los elementos seleccionados
# en cada tamaño de muestra

# select.id.sqd(id=1:15, nj=c(2,2,2))

##################################################################

# pwr-estimador bajo PPT.
# se llama pi.mas porque se recicló código anterior
pi.mas<-function(datos)
mean(datos[,4])*mean(datos[,1]/datos[,2])

# Uso: pi.mas(datos)

# varianza estimada del pi-estimador bajo PPT
var.mas<-function(datos)
(mean(datos[,4])^2)*(1/(nrow(datos)*(nrow(datos)-1))) *
((sum((datos[,1]/datos[,2])^2)) -
((sum(datos[,1]/datos[,2])^2)/nrow(datos)))

# Uso: var.mas(datos) # datos es la muestra de información

##################################################################

# V es una matriz diagonal por bloques (MxM),
#donde los bloques son matrices de varianzas-covarianzas
v2k<-function(Pat1, Pat2, Pat3)
nj<-c(nrow(Pat1), nrow(Pat2), nrow(Pat3))
filas_Pat1<-columnas_Pat1<-ncol(data.frame(Pat1[,1]))
# la varianza es una matriz cuadrada de pxp variables
filas_Pat2<-columnas_Pat2<-ncol(data.frame(Pat2[,1]))
filas_Pat3<-columnas_Pat3<-ncol(data.frame(Pat3[,1:2]))
dim_v<-columnas_Pat1+columnas_Pat2+columnas_Pat3
v_inic<-matrix(0, ncol=dim_v, nrow=dim_v)
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colnames(v_inic)<-c(colnames(Pat1)[1], colnames(Pat2)[1],
colnames(Pat3)[1:2])
v_inic[1:filas_Pat1,1:columnas_Pat1]<-var.mas(Pat1)
v_inic[(filas_Pat1+1):(filas_Pat1+filas_Pat2),
(columnas_Pat1+1):(columnas_Pat1+columnas_Pat2)]<-var.mas(Pat2)
v_inic[(filas_Pat1+filas_Pat2+1):
(filas_Pat1+filas_Pat2+filas_Pat3),
(columnas_Pat1+columnas_Pat2+1):
(columnas_Pat1+columnas_Pat2+columnas_Pat3)]<-
diag(c(y1=var.mas(Pat3[,-2]), y2=var.mas(Pat3[,-1])))
cat("Cantidad de bloques en la matriz V:", 3)
cat("Dimension (MxM) de la matriz V:", dim_v, "x", dim_v)
return(v_inic)

# Uso: v2k(Pat1, Pat2, Pat3)
# N es el tamaño poblacional; Pat1, Pat2, Pat3 son los patrones
#V<-v2k(Pat1,Pat2,Pat3)
#############

##########
v<-function(Pat1, Pat2, Pat3, Pat4=0, Pat5=0,
Pat6=0, Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0,
Pat12=0, Pat13=0, Pat14=0, Pat15=0, K)
if(K==2)v<-v2k
v_inic<-v(Pat1, Pat2, Pat3)
return(v_inic)

# Uso:
#v(Pat1, Pat2, Pat3, K=2)

###########
# Alpha es el vetor de totales estimados en cada patrón
Alpha2k<-function(Pat1, Pat2, Pat3)
cbind(t(pi.mas(Pat1)), t(pi.mas(Pat2)), t(c(pi.mas(Pat3[,-2]),
pi.mas(Pat3[,-1]))))

# Uso: Alpha2k(Pat1, Pat2, Pat3)
# Pat1, Pat2, Pat3 son los patrones, N es el tamaño poblacional
#alpha<-Alpha2k(Pat1, Pat2, Pat3)

####
Alpha<-function(Pat1, Pat2, Pat3, Pat4=0, Pat5=0,
Pat6=0, Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0,
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Pat12=0, Pat13=0, Pat14=0, Pat15=0, K)
if(K==2)Alpha<-Alpha2k
a<-Alpha(Pat1, Pat2, Pat3)
return(a)

# Alpha(Pat1, Pat2, Pat3, K=2)

############
# W es una matriz MxK de con 1 en la posición (m,k) si el m-ésimo
#elemento de Alpha es una estimación de Yk y cero en otro caso
w2k<-function(Pat1, Pat2, Pat3)
variables_pat<-data.frame(variables=c(colnames(Pat1)[1],
colnames(Pat2)[1], colnames(Pat3)[1:2]),

variables2=paste0("V", seq(1:length(c(colnames(Pat1)[1],
colnames(Pat2)[1], colnames(Pat3)[1:2])))))
# fase 1
w_list<-list()
for (i in 1:nrow(variables_pat))

variable_v<-data.frame(variables_pat[i,])
w_list[[i]]<- sqldf("select a.*,
(case when a.variables2=b.variables2 then 1 else 0 end)
as var from variables_pat a

left join variable_v b on (a.variables=b.variables)")

# fase 2
w_list0<-w_list[[1]][,3]
for(i in 2:nrow(variables_pat))

w_list0<-cbind(w_list0, w_list[[i]][,3])

row.names(w_list0)<-colnames(w_list0)<-c(colnames(Pat1)[1],
colnames(Pat2)[1], colnames(Pat3)[1:2])

# fase 3
count<-table(row.names(w_list0))
count<-count[unique(c(colnames(Pat1)[1], colnames(Pat2)[1],
colnames(Pat3)[1:2]))]

w_list1<-list()
for(i in 1:length(count))

w_list1[[i]]<-addmargins(w_list0[row.names(w_list0)==
names(count[i]),])[count[i]+1,1:nrow(variables_pat)]
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# fase 4
w_list01<-numeric()
for(i in 1:length(count))

w_list01<-cbind(w_list01, as.vector(w_list1[[i]]))

colnames(w_list01)<-unique(c(colnames(Pat1)[1], colnames(Pat2)[1],
colnames(Pat3)[1:2]))
row.names(w_list01)<-c(colnames(Pat1)[1], colnames(Pat2)[1],
colnames(Pat3)[1:2])
return(w_list01)

#Uso: w2k(Pat1, Pat2, Pat3) # Pat1, Pat2, Pat3 son los patrones
#W<-w2k(Pat1, Pat2, Pat3)

######
w<-function(Pat1, Pat2, Pat3, Pat4=0, Pat5=0, Pat6=0,
Pat7=0, Pat8=0, Pat9=0, Pat10=0, Pat11=0, Pat12=0, Pat13=0,
Pat14=0, Pat15=0, K)
if(K==2)w<-w2k
w_list01<-w(Pat1, Pat2, Pat3)
return(w_list01)

#w(Pat1, Pat2, Pat3, K=2)

############################ PPT en SQD K=2 ###################
mas.sqd.2k<-function(database,n,nj)
N<-nrow(database)
# database<-database.simulated(N) # base sumulada
cat("Tamanno de muestra n =", n)
cat("Sumatoria de nj =", sum(nj))
cat("Tamannos de muestra nj =", nj)
# n<-round(0.15*N, 0) # % de la población
# nj<-round(c(0.35*n, 0.35*n, 0.3*n), 0)
# Tamaños de muesta nj en cada patrón j

sel_id<-select.id.sqd(id=database$id, nj=nj)

### Selección de Datos en cada patrón
#(puede ser uno o varios cuestionarios)
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# Definimos los patrones
Pat1<-data.frame(database[sel_id[[1]], Q1.names])
# datos en el patron 1
Pat2<-data.frame(database[sel_id[[2]], Q2.names])
# datos en el patron 2
Pat3<-data.frame(database[sel_id[[3]], c(Q3.names)])
# datos en el patron 3

########################## Poblacion
datos_all<-data.frame(database[, c(Q3.names)])
t<-colSums(datos_all[,1:2]) # total poblacional

########################## Muestra de patrones
dat_temp_1<-rbind(Pat1, Pat3[,colnames(Pat1)])
# variables del cuestionario 1 en todos los patrones,
# muestra Y^(1,3)
dat_temp_2<-rbind(Pat2, Pat3[,colnames(Pat2)])
# variables del cuestionario 2 en todos los patrones,
# muestra Y^(2,3)

########################## Estimador simple
tpi.Q1<-pi.mas(dat_temp_1)
# pi estimador de las variables en y^(1,3)
tpi.Q2<-pi.mas(dat_temp_2)
# pi estimador de las variables en y^(2,3)
tpi<-c(y1=tpi.Q1, y2=tpi.Q2)

########################## Muestra PPT
muestra_mas<-data.frame(database[c(sel_id[[1]],
sel_id[[2]], sel_id[[3]]), c(Q3.names)])
t_mas<-c(y1=pi.mas(muestra_mas[,-2]),
y2=pi.mas(muestra_mas[,-1])) # estimado bajo un diseño PPT

# Resumen total estimado
sqd_t<-data.frame(t, t_est_ppt=t_mas, t_est_simple=tpi)

# varianza estimada
var.Q1<-var.mas(dat_temp_1)
var.Q2<-var.mas(dat_temp_2)
varianza_est<-c(y1=var.Q1, y2=var.Q2)

var_mas<-c(y1=var.mas(muestra_mas[,-2]),
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y2=var.mas(muestra_mas[,-1]))

# Resumen varianza estimada
sqd_var<-data.frame(varianza_ppt=var_mas,
varianza_ppt_simple=varianza_est)

########## Estimador MELI en SQD

V<-v(Pat1, Pat2, Pat3, K=2)
W<-w(Pat1, Pat2, Pat3, K=2)
A_prima<-solve(t(W)%*%solve(V)%*%W)%*%t(W)%*%solve(V)
alpha<-Alpha(Pat1, Pat2, Pat3, K=2)
pi_est_sqd<-A_prima%*%t(alpha)
# El estimador del vector de totales bajo SQD

########## Estimador de totales en dos fases

# Definimos los patrones
Pat1_c1<-data.frame(database[sel_id[[1]], c(Q1.names)])
# datos cuestionario 1 en el patron 1 para estimador en dos fases
Pat3_c1b<-data.frame(database[sel_id[[2]], c(Q1.names)])
# datos cuestionario 1 en el patron 2
Pat3_c1c<-data.frame(database[sel_id[[3]], c(Q1.names)])
# datos cuestionario 1 en el patron 3

Pat3_c1<-rbind(Pat3_c1b, Pat3_c1c)
# datos cuestionario 1 en el patron 2 y 3
# para estimador en dos fases
Pat3_c2<-rbind(data.frame(database[sel_id[[2]], c(Q2.names)]),
data.frame(database[sel_id[[3]], c(Q2.names)]))
# datos cuestionario 2 en el patron 2 y 3
# para estimador en dos fases

Pat13_c1<-rbind(Pat1_c1, Pat3_c1) # patrones 1 y 3
# del cuestionario 1

Q1.13<-pi.mas(Pat13_c1)
# pi estimador de las variables Q1 en y^(1,3)
Q1.3<-pi.mas(Pat3_c1)
# pi estimador de las variables Q1 en y^(3)
Q2.3<-pi.mas(Pat3_c2)
# pi estimador de las variables Q2 en y^(3)
D<-Q1.13 - Q1.3 # diferencias
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# vector de betas
Betas_j<-Betas.j(Pat3_c1, Pat3_c2)

# vector de estimaciones de totales bajo estimador en dos fases
tpi.2f.Q2<-numeric()
for (i in 1:ncol(data.frame(Pat3_c2[,1])))

tpi.2f.Q2[i]<- Q2.3[i] + sum(Betas_j[[i]]*D)

tpi_est_2f=c(y1=Q1.13, y2=tpi.2f.Q2)

# Resumen final total estimado
pi_estimador<-data.frame(sqd_t, t_est_sqd=pi_est_sqd, tpi_est_2f)

# total estimado para la variable k
#k=15; t(A_prima[k,])%*%t(alpha)
# El estimador del vector de totales bajo SQD

# Varianza de las variables bajo SQD
varianza_mas_sqd<-numeric()
for (k in 1:dim(A_prima)[1])

varianza_mas_sqd[k]<-t(A_prima[k,])%*%V%*%t(t(A_prima[k,]))

# Varianza bajo estimador en dos fases:

# Varianza en cuestionario 2 bajo estimador en dos fases: Jackknife
Pat3_c2_temp<-Q2.3_temp<-Betas_j_temp<-numeric()
tpi.2f.Q2_temp<-matrix(0, ncol = ncol(data.frame(Pat3_c1[,1])),
nrow = nrow(data.frame(Pat3_c2[,1])))
for (i in 1:nrow(data.frame(Pat3_c2[,1])))

Betas_j_temp<-Betas.j(Pat3_c1[-i,], Pat3_c2[-i,])
Pat3_c2_temp<-Pat3_c2[-i,]
Q2.3_temp<-rbind(Q2.3_temp, pi.mas(Pat3_c2_temp))
# pi estimador de las variables Q2 en y^(3)
# quitando el elemento i
for (j in 1:ncol(data.frame(Pat3_c1[,1])))
tpi.2f.Q2_temp[i,j]<- Q2.3_temp[i,j] +
sum(Betas_j_temp[[j]]*D)

Q2.3_temp<-as.data.frame(Q2.3_temp)
colnames(Q2.3_temp)<-"y1"
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# Varianza Jackknife
temp_1<-numeric()
for (i in 1:nrow(Q2.3_temp))

temp_1<-rbind(temp_1, (Q2.3_temp[i,]-Q2.3)^2)
# diferencias (t_a - t)^2

var_jackknife<-((nrow(temp_1)-1)/nrow(temp_1)) * sum(temp_1)
# varianza en el cuetionario Q2

var_Q1_2f<-var.mas(Pat13_c1)
# varianza de las variables del cuestionario Q1
# en la muestra y^(1,3)

varianza_mas_2f<-c(y1=var_Q1_2f, y2=var_jackknife)

# Resumen final varianza
var_pi<-data.frame(sqd_var, varianza_ppt_sqd=varianza_mas_sqd,
varianza_ppt_2f=varianza_mas_2f) # comparacion varianza
result<-list()
result$pi_estimador<-pi_estimador
result$var_pi<-var_pi
return(result)

# Uso: mas.sqd.2k(database,n,nj)
# database es la base poblacional, n es el tamño de muestra,
# nj tamaño de muestra en el patrón j
#mas.sqd.2k(database,n,nj)

############################################################
## Simulacion K=2 (3 Patrones)
simulacion.ppt.2k<-function(database, n_muestra)
N<-nrow(database)
n<-round(0.15*N, 0) # % de la población
nj<-round(c(0.35*n, 0.35*n, 0.3*n), 0)
# Tamaños de muesta nj en cada patrón j

VAR<-TOTAL<-numeric()

for (i in 1:n_muestra)
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a<-mas.sqd.2k(database,n,nj)
TOTAL0<-data.frame(a$pi_estimador, muestra=as.factor(i))
TOTAL0$variable<-as.factor(row.names(TOTAL0))
row.names(TOTAL0)<-1:nrow(TOTAL0)
TOTAL<-rbind(TOTAL,TOTAL0)
VAR0<-data.frame(a$var_pi, muestra=as.factor(i))
VAR0$variable<-as.factor(row.names(VAR0))
row.names(VAR0)<-1:nrow(VAR0)
VAR<-rbind(VAR, VAR0)
cat("======================== Finaliza Muestra", i)

result<-list()
result$TOTAL<-TOTAL
result$VAR<-VAR
return(result)

# Uso: simulacion.ppt.2k(database, n_muestra)
# database es la poblacion, n_muestra es la
# cantidad de muestras a simular
#simulacion.ppt.2k(database, n_muestra=3)

#######################################################
###################### Estimador en dos fases

# Función para calcular los betas para el estimador
# en dos fases bajo diseño MAS
# Estima los betas (J1 del cuestionario Q1) para las
# J2 variables del cuestionario Q2
Betas.j=function(Pat3_c1, Pat3_c2, N)
T_estimado<-t_estimado<-Betas<-list()
for (i in 1:ncol(data.frame(Pat3_c1[,1])))

T_estimado[[i]]<-(Pat3_c1[,1]*t(Pat3_c1[,1]))/(Pat3_c1[,3])
#xx’/pik
t_estimado[[i]]<-(Pat3_c1[,1]*Pat3_c2[,1])/(Pat3_c2[,3])
#xy_k/pik
Betas[[i]]<-sum(t_estimado[[i]])/sum(T_estimado[[i]])

return(Betas)

# Uso:
#Betas.j(Pat3_c1, Pat3_c2, N)
# Devuelve una lista con los betas asociado a cada variable Q1
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#######################################
# paquetes adicionales
require(openxlsx)

##################################################################
########################## Cuestionarios

##################################################################
# Distribución de las 30 Variables en 4 cuestionarios

# Cuestionario 1
Q1.names<-c("y1", "x1", "pk", "Tx")

# Cuestionario 2
Q2.names<-c("y2", "x1", "pk", "Tx")

Q3.names<-c("y1", "y2", "x1", "pk", "Tx")

##################################################################
############# FIN CODIGO ESCENARIO DE SIMULACION #################
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