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Resumen

Modelacién conjunta de datos longitudinales y de sobrevivencia: Una apli-
cacion a datos de biomarcadores en pacientes con Covid-19

El siguiente documento presenta una alternativa para el modelamiento de datos de so-
brevivencia, con covariables tiempo-dependientes de caracter endégeno, donde modelos
clasicos como el modelo extendido de Cox no son apropiados, ya que no tienen en cuenta
la estructura de asociacion de la covariable endogena con la ocurrencia del evento. La
alternativa bajo la cual se modelan las covariables tiempo-dependientes endégenas, en
los modelos de sobrevivencia, se conoce como modelamiento conjunto para datos lon-
gitudinales y de sobrevivencia, metodologia con aportes recientes que han optimizado
el proceso de estimacién de pardmetros. Este trabajo tiene como objetivo explorar la
metodologia de modelamiento conjunto para datos longitudinales y de sobrevivencia, lo
que hace de este una guia para su uso. Finalmente, para verificar los resultados se desa-
rrolla una aplicaciéon a datos clinicos de biomarcadores, en el contexto de la pandemia
del Covid-19, en el que se observan las virtudes del método.

Palabras clave: Biomarcadores, covariables endégenas, covariables tiempo-dependientes,
Covid-19, Modelacion conjunta, Modelos longitudinales, Modelos de sobrevivencia.



Abstract

Joint modeling of longitudinal and survival data: An application to biomar-
ker data in patients with Covid-19.

This document presents an alternative for modeling survival data, with endogenous
time-dependent covariables, where classical models such as the extended Cox model are
not appropriate, since they do not take into account the association structure of the
endogenous covariable with the occurrence of the event. The alternative under which
the endogenous time-dependent covariables are modeled, in the survival models, it is
known as joint modeling for longitudinal and survival data, methodology with recent
contributions that have optimized the parameter estimation process. The aim of this
document is to explore the joint modeling methodology for longitudinal and survival
data, making it a guide for its use. Finally, to verify the results, an application to clini-
cal biomarker data is developed, in the context of the Covid-19 pandemic, in which the
virtues of the method are observed.

Keywords: Biomarkers, Covid-19, Endogenous covariables, Joint modeling, Longitudi-
nal models, Survival models, Time-dependent covariables.
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1. Introduccion

Los modelos de tiempo hasta la falla tienen un amplio espectro de aplicacion, donde la
variable aleatoria de interés es el tiempo hasta que ocurre un evento determinado. En
particular, el presente trabajo evalia el tiempo hasta la muerte de un individuo, conocido
como analisis de sobrevivencia. En dichos modelos es usual preguntarse, ;Qué factores
hacen mas susceptible al individuo de experimentar el evento?, lo qué implica conocer
que factores incrementan o disminuyen el riesgo de falla y su magnitud. Para cuantificar
el cambio en el riesgo, el modelo de riesgos proporcionales de Cox (Cox, 1972), también
conocido como modelo de riesgos relativos, ha sido altamente aplicado por su practici-
dad para interpretar parametros y estimarlos mediante la log-verosimilitud parcial, que
es computacionalmente menos demandante respecto a la log-verosimilitud completa, al
no tener que estimar la funcién de riesgo base hy.

Los modelos de sobrevivencia de riesgos proporcionales basicos, suelen estar basados
en medidas de covariables basales, las cuales son obtenidas al inicio del estudio. Sin
embargo, en algunas aplicaciones, es comin que existan variables que cambian con el
tiempo, y es importante determinar su nivel de asociacién con el riesgo de ocurrencia de
un evento en un momento dado. Para incluir estas variables en el modelamiento, se han
desarrollado extensiones de los modelos de sobrevivencia clasicos, como los modelos de
riesgos proporcionales extendidos de Cox, desarrollado por Andersen y Gill (1982), que
resultan ser utiles para variables tiempo-dependientes exdgenas, es decir, aquellas que
no se ven afectadas por la ocurrencia del evento. Otra metodologia destacada para este
modelamiento son los modelos de riesgos proporcionales estratificados, que es apropiado
para covariables discretas dependientes del tiempo, en estos modelos se forman j estra-
tos basados en las categorias de la covariable tiempo-dependiente, ajustando un modelo
de Cox para cada estrato, ver Klein y Moeschberger (2003) [p.297.].

Por otra parte, cuando se viola la condicion de exogeneidad, es decir, cuando las variables
son tiempo-dependientes enddgenas, es necesario aplicar un enfoque de estimacion dife-
rente. Un caso en el que se requiere aplicar dicho enfoque se presenta en investigaciones
clinicas de seguimiento, donde es frecuente recolectar diferentes tipos de resultados para
un mismo individuo. Este tipo de datos puede incluir, ademas de las covariables basales,
variables tiempo-dependientes enddgenas, como biomarcadores, asi como el tiempo en el
que ocurre un evento de particular interés. En funcién de las preguntas de investigacion,
es comun realizar analisis por separado, utilizando técnicas de analisis de datos longi-



tudinales y analisis de sobrevivencia de manera independiente. Sin embargo, en muchas
aplicaciones es de especial interés conocer la estructura de asociacion entre este tipo
de datos mediante técnicas de modelamiento conjunto, especialmente cuando se busca
establecer la dindmica en la que las variables longitudinales afectan el pronéstico de
sobrevivencia de un individuo.

Las metodologias de modelamiento conjunto con variables enddgenas tomo fuerza a
principios de los afios noventa. Self y Pawitan (1992), proponen un modelamiento con-
junto basado en los modelos de riesgos relativos con covariables dependientes del tiempo
medidas periddicamente, estas iltimas modeladas a través de un modelo de efectos mix-
tos, la estimacién de parametros es realizada mediante un enfoque de dos pasos, en el
primer paso los efectos aleatorios se estiman usando el método de minimos cuadrados,
para el paso dos, las estimaciones son usadas para calcular valores apropiados en el
proceso longitudinal, que luego son sustituidos en la verosimilitud parcial clasica del
modelo de Cox, por otra parte, Faucett y Thomas (1996) mediante métodos de Monte-
Carlo basados en cadenas de Markov de muestreo de Gibbs, estiman la distribucion
posterior conjunta de los parametros desconocidos del modelo conjunto, donde median-
te simulaciones, se demuestra que el modelamiento conjunto disminuye el sesgo en las
estimaciones de parametros debido al error de medicién de las covariables. Por otra
parte, Wulfsohn y Tsiatis (1997) consideran el problema de estimacién de parametros
en el modelo conjunto cuando la variable longitudinal se mide con poca frecuencia y
con error de medicion, utilizando el método de esperanza maximizacién encuentran las
estimaciones de la verosimilitud conjunta.

El presente trabajo tiene como objetivo exponer la metodologia de modelaciéon conjunta
de datos longitudinales y de sobrevivencia, asi como una aplicacién en datos recolectados
a partir de pacientes hospitalizados al principio de la pandemia, por la enfermedad de
Covid-19, causada por el virus SARS-CoV-2, en instituciones clinicas de alta compleji-
dad en Colombia. El desarrollo de los calculos y el modelamiento estadistico se realiza
en el software estadistico R, con el uso de la libreria JointModeling, desarrollada por
Rizopoulos (2010).

El documento esta organizado de la siguiente manera: en el capitulo 2 se presentan los
conceptos basicos del analisis de sobrevivencia, incluyendo la funciéon de sobrevivencia,
la funciéon de riesgo y los modelos de riesgos proporcionales de Cox. En el capitulo 3 se
presenta el marco de modelamiento de datos longitudinales, con énfasis en los modelos
de efectos mixtos, que son ttiles para modelar las trayectorias de las variables tiempo de-
pendientes de caracter endégeno, ademas se discuten las diferentes formas de evaluacién
de la adecuacion del modelo a los datos. En el capitulo 4 se presenta el marco tedrico
del modelamiento conjunto, incluyendo la metodologia de estimacién de parametros y
la propuesta de imputacién miltiple de residuales de Rizopoulos, Verbeke, y Lesaffre
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(2009). En el capitulo 5 se desarrolla la aplicacién de la metodologia de modelos conjun-
tos a datos de biomarcadores en pacientes con Covid-19, con el propédsito de determinar
si el marcador Dimero-D estuvo asociado al riesgo de muerte de pacientes infectados
con el virus SARS-CoV-2. Finalmente, en el capitulo 6 se exponen las conclusiones y los
trabajos que se puedan hacer a futuro.



2. Modelos de sobrevivencia

El analisis de tiempo hasta el evento es una técnica estadistica que permite estimar el
tiempo hasta la ocurrencia del suceso, bien sea: el tiempo de falla, el tiempo de sobrevi-
vencia o simplemente el tiempo hasta que ocurra un evento determinado. En este trabajo
es de especial interés el tiempo de sobrevivencia, donde se estiman las curvas de sobre-
vivencia asi como el riesgo de falla para los perfiles de individuos teniendo en cuenta sus
covariables basales y tiempo-dependientes. A continuacién se presenta la terminologia y
definiciones que resultan pertinentes para entender los modelos de sobrevivencia, cuya
informacion se toma principalmente del libro Survival Analisis, techniques for censored
and truncated data (Klein y Moeschberger, 2003).

En este tipo de analisis es claro que la distribucion de la variable aleatoria, tiempo de
sobrevivencia, es positiva, por tanto, su distribucién tiene forma asimétrica. Una de las
caracteristicas mas importantes que distinguen a los analisis de sobrevivencia de otras
areas es la censura (Freedman, 2008), la cual indica que en algunos individuos solo se
obtienen observaciones parciales del evento. Generalmente se consideran tres tipos de
censura, ver Klein y Moeschberger (2003)[p.63]:

» Censura por la derecha: Se presenta cuando no se ha observado el evento pero

ha concluido el andlisis o porque el individuo abandona el estudio antes de que
este se acabe.

s Censura por la izquierda: El evento ocurrié antes de que comenzara el estudio.

» Censura por intervalo: El evento ocurre en un intervalo de tiempo pero no se
sabe el tiempo exacto.

Entre estas la censura que se considerara en la aplicacion de este trabajo es la censura
por la derecha.

2.1. Funciones basicas en el analisis de sobrevivencia

Uno de los objetivos en los andlisis de sobrevivencia es estimar la curva de sobrevivencia,
la cual se define como la probabilidad de que el evento de interés ocurra en el tiempo
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T* después de un tiempo t, es decir:
Sp» =P(T*">t)=1—-F(t) = / f(u)du (2-1)
t

Esta funcién es de gran importancia en el analisis, pues contiene de manera resumida
la informacion de los eventos, algunas de sus caracteristicas principales son:

= Es decreciente en todo su rango.
= La probabilidad de sobrevivir en el tiempo ¢ = 0 es igual a 1, S(0) = 1.

» La probabilidad de sobrevivir cuanto t tiende a inf es igual a 0. S(oc0) = 0.

Otra funcién importante en el andlisis de sobrevivencia es la funcion riesgo, que se define
como:

Pt <T™ T >1
he) = Jiy, =5 2
—

t>0 (2-2)

h(t) representa la probabilidad condicional de ocurrencia del evento de interés en un es-
pacio de tiempo [t, t+dt], dado que el individuo ha llegado vivo al tiempo ¢ . Esta funcién
también se conoce como la funcién instantanea de riesgo. Dos relaciones importantes
entre la funcién de riesgo y la funcién de sobrevivencia son:

W
ST* (t)

h(t) (2-3)

Spe = exp{—H(1)} = exp {— /0 th(s)ds} (2-4)

donde H (.) se conoce como la funcién de riesgo acumulado, también suele interpretarse
como el nimero de eventos esperados antes del tiempo t.

La estimacion de estas medidas son calculables por medio de métodos paramétricos o
métodos no paramétricos, dentro de estos ltimos se encuentra la estimacion de la curva
de sobrevivencia por el estimador de Kaplan y Meier, el cual es ampliamente utilizado
en la literatura. Una definicién formal de este estimador se da a continuacién:
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Sean t(1) < t(a) < ... < t(m) los m < n, con n el nimero de individuos, ¢; los tiempos dis-
tintos de falla observados, t(g) = 0, n; los individuos en riesgo de fallar previo al instante
anterior a t; y d; el nimero de individuos que fallaron en el tiempo t;, el estimador de
sobrevivencia de Kaplan y Meier se define como, ver Klein y Moeschberger (2003)[p.92]:

1 sit <t

Sr-(1) = {Ht(i)gt(l - %) sit > 1 (2:5)

La varianza de Sp- puede ser calculada usando la formula de Greendwood (2-6) y usando
normalidad asintética de Sp- es posible construir intervalos de confianza.
V(S (0) = 82,03 — 2
ni(n; — d;)

ti>t

(2-6)

2.2. Modelos de riesgos proporcionales de Cox

Debido a la popularidad del modelo semiparametrico de Cox en el anélisis de sobrevi-
vencia, los modelos de riesgos proporcionales han prevalecido (Rizopoulos, 2012b)[p.41].
Estos modelos asumen que las covariables tienen un efecto multiplicativo en el riesgo de
un evento, es decir :

Prit <T* <t-+dt|T* > t,w;
ity = i DTS TS LA 2 L) o
= o) exply"w),

donde,

» w;i' = (w1, ..., w;p) denota el vector de covariables, asumiendo que estan asociadas
con el riesgo de cada individuo.

= ~ denota el vector de coeficientes de regresion

La funcién hy(t) se conoce como la funcién de riesgo de base y corresponde a la funcién
de riesgo para un individuo tal que ¥'w; = 0, es decir donde todas sus covariables
son iguales a 0. El anterior modelo se puede escribir en la escala logaritmica, tomando
logaritmo natural en (2-7):

In {A;(tlwi)} = In{ho(t)} + nwia + Y2wis + ... + Ypwip (2-8)

En este modelo se observa que el coeficiente de regresion v;, para el predictor w;; denota
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el cambio en un logaritmo del riesgo en cualquier punto del tiempo ¢, si w;; incrementa
en una unidad, mientras los otros predictores se mantienen constantes. Analogamente,
exp(7;) denota el cociente de riesgos o riesgo relativo para una unidad de cambio en w;;
en cualquier punto ¢t. En general, el cociente de riesgos para un individuo ¢ con vector
de covariables w; comparado con el individuo k con vector de covariables wy es:

= exp{7" (Wi — wi)} (2-9)

La cantidad obtenida en (2-9) también se le suele llamar riesgo relativo (hazard ratio)
y es una constante, esto implica que los riesgos son proporcionales.

2.2.1. Estimacién de parametros

Cuando se asume que la funcién de sobrevivencia tiene una forma paramétrica especi-
fica, la estimacién de los parametros de interés se realiza generalmente con el método
de méxima verosimilitud. En particular, sea {7}, d;,7 = 1...,n} la informacién de una
muestra aleatoria de una distribuciéon P, parametrizada por el conjunto 6, con funciéon
de densidad de probabilidad p(¢;@). En la construccién de la funcién de verosimilitud
es necesario tener en cuenta la censura, es decir, cuando un individuo ¢ es objeto del
evento en el tiempo T;, su aporte a la verosimilitud es p(T}; @); sin embargo, para un
individuo k£ que presente censura en tiempo T}, se hard evidente que sobrevivié mas alld
del tiempo Ty, es decir, T} > T}, = C}, de este modo su contribucién a la verosimilitud
es Sk(Tx; ). Luego, al combinar la informacién de las observaciones censuradas y no
censuradas, se obtienen la funcién de log-verosimilitud:

n

16) = S0 In{p(T::0)} + (1 — 6,) In {Si(T:: 0)}]. (2-10)

i=1

donde §;, es la funcién indicadora de censura. Usando las relaciones (2-3) y (2-4), la
funcién de log-verosimilitud (2-10) escrita en términos de la funcién de riesgo es:

)= Y0 (0T:0)) — [ s 0)ds (211)

Una vez la log-verosimilitud ha sido formulada es posible encontrar las estimaciones de
parametros usando procedimientos de optimizacion como el algoritmo Newton-Raphson.
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Sin embargo, Cox(1972) demostré que la estimacién de los primeros pardmetros de in-
terés, «v, son obtenidos alternativamente sin necesidad de tener supuestos distribuciona-
les, mediante la funcién de log-verosimilitud parcial (pl):

n

plly) = aily " wi —In { ) exp(v"wy)}] (2-12)

i=1 T;>T;

La ecuacién (2-12) no requiere una especificacién de hg(.), es decir, la distribucién de
T7 no se hace necesario conocerla. El modelo (2-7) sin especificar la funcién de riesgo
base, es un modelo semi-perimétrico que no implica un supuesto distribucional para los
tiempos de falla; no obstante, asume que el efecto de las covariables es multiplicativo
en las tasas de riesgo. En particular, los estimadores de maxima verosimilitud parcial se

obtienen resolviendo las ecuaciones score de log-verosimilitud parcial:

_p wiexp(yTw;
8pl 26 {Wl ZTJZTZ 5 exp(y J)}:O. (2-13)

ZTj >T; exp(vT'wj)

La solucién de 4 es consistente y converge asintoticamente a la distribuciéon normal con
media v, el verdadero vector de parametros y varianza [E{I(vy°)}]7!, que es la inversa
de la matriz esperada de informacién de la log-verosimilitud parcial. Sin embargo, es
usual trabajar con la informacién observada {I(¥)}~!, donde:

0?pl; (v
Z . 87 (2-14)

=1

Estas soluciones se obtienen de igual manera por métodos iterativos como el algoritmo
de Newton-Rhapson.

2.3. Supuesto de riesgos proporcionales

Una alternativa al modelo de riesgos proporcionales es el modelo de coeficientes varian-
tes en el tiempo el cual se formula como sigue:
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{ hi(tlw;) = ho(t) exp{vi(t)win + ... + () wip} (2-15)

v(t) =7 +0;9t) j=1,...p

donde ¢(t) un proceso predecible, es usual tomar g(t) = ¢, tal que el valor de los coefi-
cientes v;(t) es directamente proporcional al tiempo. La idea de extender el modelo a
coeficientes variables en el tiempo es realizar el siguiente contraste de hipdtesis:

Hy:0=0 ws. H;:0#0. (2-16)

En Grambsch y Therneau (1994) se demuestra que bajo Hy : 6 = 0, el estadistico de
prueba se distribuye Chi-cuadrado con grados de libertad igual al nimero de covariables,
luego al rechazar H, se rechaza el supuesto de riesgos proporcionales.

2.4. Analisis de residuales y diagnéstico

Para medir la calidad de ajuste del modelo y la deteccion de posibles outliers, después
de ajustar un modelo de riesgos proporcionales, es pertinente usar una técnica visual
como en el andlisis de regresion, para detectar los individuos que no se ajusten bien al
modelo. Algunos de los residuales que se usan ampliamente con este fin son los residuos
Martingales, que se definen como:

v, = (51 - HTZ(tZ) == (51 + In {STz} (2—17)

Este residual mide la diferencia entre el indicador de censura, es decir si el individuo
experimenta el evento y el nimero esperado de eventos que se observa para el individuo,
segun el modelo. Valores positivos indican que el paciente murié antes de lo esperado,
mientras que valores negativos implican que el paciente vivié mas de lo esperado (o fue
censurado); sin embargo, una debilidad de estos residuales es que son altamente sesga-
dos, a pesar de que tienen limite superior de 1, no posee una cota inferior (—oo).

Por otra parte los residuales devianza se utilizan para obtener un residual que tiene una
distribucion mas “normal” respecto a los residuales martingales, ya que estos tultimos
son altamente sesgados, ver Klein y Moeschberger (2003)[p.381]. Estos se definen como:

rp, = signo(rar)\/—2[ra, + 6 In (6; — 7az)] (2-18)

Al realizar el grafico de los residuales devianza vs el indice del individuo, se identifican
posibles outliers del modelo, tipicamente, valores altos de rp, indican que el i-ésimo
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individuo fallé en el tiempo ¢;, ain cuando, de acuerdo a sus valores en las variables
explicativas, la probabilidad (estimada) de que su tiempo hasta la falla sea mayor que
t; es relativamente alta. Por otra parte, valores bajos de rp, indican que el i-ésimo
individuo es censurado en el tiempo ¢;, pese a que la probabilidad (estimada) de que su
tiempo hasta la falla sea mayor que t;, es relativamente baja, de acuerdo a sus valores
en las variables explicativas.

2.5. Covariables tiempo dependientes en modelos de
sobrevivencia

Extensiones del modelo de riesgo relativo dado en la ecuacién (2-7) se han realizado
para incluir covariables tiempo dependientes como: factores climaticos en el tiempo,
parametros clinicos medidos en el seguimiento de un paciente o ajustes en la dosis de un
medicamento en un tratamiento clinico, entre otras. En la extension de estos modelos
se debe tener en cuenta la naturaleza de las covariables tiempo dependientes, ya que la
formulacién del modelo varia de acuerdo a su naturaleza.

2.5.1. Covariables tiempo dependientes exdgenas

Sea y;(t) el vector de covariables en el tiempo ¢ para el individuo ¢ y Y;(t) = {y;(s),0 <
s < t} el historial de las covariables hasta el tiempo ¢. Se consideran covariables tiempo
dependientes exdgenas aquellas que satisfacen la siguiente relacion, ver Kalbfleisch y
Prentice (2011)[p. 196.]:

P{s <Tr<s+ds|T] >s,Yi(s)} = P{s <T < s+ds|T; > s,Yi(t)} (2-19)

Para todo s,t tal que 0 < s <t,y ds — 0. Una definiciéon equivalente es:

PLYi(0)Yi(s), T; = s} = P{Yi@)Yi(s), T = s}, s <t (2-20)

En particular las covariables exégenas corresponden a un proceso predecible, es decir,
su valor en cualquier instante del tiempo t es conocido infinitesimalemente antes que t,
de igual forma, la definicién en la ecuacién (2-20) implica que, son variables exdgenas
aquellas cuyo valor en cualquier tiempo ¢ no son afectadas por la ocurrencia del evento.

2.5.2. Covariables tiempo dependientes endégenas

Son aquellas que no satisfacen la ecuacion (2-20), es decir, son afectadas por la ocurren-
cia del evento y no se conocen infinitesimalmente antes que ¢, para el presente trabajo se
consideran como covariables endégenas los marcadores registrados durante la instancia
hospitalaria.
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La extensién del modelo de Cox para covariables exdgenas se ha estudiado en metodo-
logias como la estratificacién de los modelos de riesgos proporcionales, ver por ejemplo
Klein y Moeschberger (2003)[p.308] o el modelo de riesgos extendido de Cox, donde
el proceso de ocurrencia del evento se formula en términos de un proceso de conteo
(Andersen y Gill, 1982).

Por otra parte, las covariables enddgenas presentan particularidades que complican el
modelamiento y la estimacion. Una caracteristica de estas covariables es que su existencia
tipicamente depende de la sobrevivencia del individuo, de modo que cuando se define
la falla como la muerte, la trayectoria de la covariable contiene informacién acerca
del evento de falla. Es decir, si y;(t — ds) con ds — 0 existe, entonces la funcién de
sobrevivencia cumple la siguiente propiedad:

S{tYi(0)} = P{T? > tYi(1)} = 1 (2-21)

La ecuacién (2-21) implica que, contrario a las covariables exdgenas, la funcién de riesgo,
definida como :

BV} = lim DU ST <t AT > Yi()}

dt—0 dt (222)

no esta directamente relacionada con la funcién de sobrevivencia y, por lo tanto, las
ecuaciones (2-2) y (2-3) no tienen la interpretacién usual. Dada estas caracteristicas
de la covariables enddgenas, la construccién de la log-verosimilitud, ecuacién (2-10),
basada en p(.) y S(.) no es valida para este tipo de covariables. Otra caracteristica de
las covariables enddgenas es que estas suelen ser medidas con error, ya sea por error
en el equipo de mediciéon o por errores biolégicos inducidos por el paciente. Teniendo
esto en cuenta, se presenta en el capitulo 5 la metodologia de modelamiento conjunto
de datos longitudinales y de sobrevivencia.



3. Analisis de datos Longitudinales

En este capitulo se presentan algunas definiciones en el modelamiento de datos longitu-
dinales, en particular datos desbalanceados en el tiempo a través de modelos de efectos
mixtos, basado en el libro Applied Longitudinal Analysis (Fitzmaurice, Laird, y Ware,
2012)[p. 189-265]

3.1. Modelo de efectos mixtos

En un modelo lineal de efectos mixtos, la premisa principal es que un subconjunto de
los parametros de regresion varian aleatoriamente entre los individuos, es decir, cada
individuo en la poblacion tiene su propia trayectoria esperada de la respuesta a través
del tiempo, esto se logra permitiendo que un subconjunto de los parametros de regresion
sean aleatorios a través de los efectos aleatorios b;. En otras palabras, la idea es que los
individuos no son todos iguales, sino que cada uno tiene una trayectoria propia en la
variable respuesta a lo largo del tiempo. Los efectos aleatorios son entonces utilizados
para modelar esta variabilidad entre individuos. Por otro lado, los efectos fijos, repre-
sentados por los coeficientes de regresion fijos, capturan las tendencias generales de la
poblacién y se mantienen constantes para todos los individuos.

Para definir el modelo, se asume que hay N individuos de los cuales se han recolectado
n; medidas repetidas, en las cuales se ha medido la variable de respuesta y;; en el tiempo
ti;. Si se tienen igual cantidad de mediciones para todos los individuos, se dice que los
datos son balanceados; de lo contrario, se consideran desbalanceados. Este tultimo caso
suele darse en estudios observacionales, donde el tiempo de medicién de y;; suele ser
aleatorio. Usando notacién matricial, se puede expresar el vector de respuesta y; del
individuo ¢ de la siguiente manera:

yi = XiB+ Z;b; + € (3-1)
donde
= 3 es un vector de tamano p x 1 de efectos fijos,
= b; es un vector de tamano g X 1 de efectos aleatorios especifico del individuo,

= X, es una matriz de diseno de tamano n; X p,



14 3 Analisis de datos Longitudinales

= 7,; es una matriz de diseno de tamano n; x g tal que g < p,

m ¢, es el vector de errores de medicién o muestreo.

La matriz de diseno conocida Z; se dice que enlaza el vector de efectos aleatorios b; al
vector de respuesta y;. En particular, en muchos modelos longitudinales las columnas
de Z; se consideran como un subconjunto de las columnas de X;.

Un supuesto importante en estos modelos es que los efectos aleatorios b; se consideran
independientes de la matriz de diseno X,;. En la practica, se asume que b; sigue una
distribucion normal multivariada con media cero y una matriz de varianzas y covarianzas
G, aunque en general se puede elegir cualquier otra distribucion. Otro supuesto relevante
es que el vector de errores de medicién o muestreo €; se asume independiente de los
efectos aleatorios by, y se considera que sigue una distribucién normal multivariada con
media cero y una matriz de varianzas y covarianzas R;. En consecuencia, y siguiendo las
definiciones y supuestos anteriores, el modelo lineal de efectos mixtos se puede expresar
de manera compacta de la siguiente forma:

yi = XiB+ Z;b; + €
b; ~ N(0,D)
e~ N(0O,R;)
by,....bn A €1,...,€ex Son iid.

(3-2)

3.1.1. Media Marginal y Condicional

A continuacién se dan la definiciones de la media condicional y Marginal del vector
aleatorio Y,

= Media Condicional: Permite describir el comportamiento longitudinal esperado
para cada individuo, esta dada por

= Media Marginal: También conocida como media poblacional, es la media pro-
mediada sobre la distribucién de los efectos aleatorios by, la cual permite describir
los efectos globales, esta dada por:

E(Y;) = p; = E(XiB + Z;b;) = X, 8 (3-4)

Es importante destacar que la matriz de covarianzas G para el vector de efectos alea-
torios no es invariante a transformaciones lineales de Z;; en otras palabras, las trans-
formaciones lineales de las columnas de Z; afectan la interpretaciéon de b; y modifican
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las estimaciones de las varianzas y covarianzas de los efectos aleatorios. En el caso de
un modelo lineal de efectos mixtos con interceptos y pendientes aleatorias, centrar los
tiempos de medicién en este modelo - es decir, restando ¢;; por un valor 7 # 0 - afecta
la interpretacion de los interceptos y conlleva un cambio en la varianza estimada de los
interceptos aleatorios y su covarianza con las pendientes aleatorias (Fitzmaurice et al.,
2012) [p. 194].

3.1.2. Estructura de covarianza de los efectos mixtos

En forma similar a la definicién de media condicional y media marginal, podemos dis-
tinguir entre covarianzas condicionales y marginales, la covarianza condicional de Y,
dado los efectos aleatorios b; esta dada por:

Cov(Y,;|b;) = Cou(e;) = R; (3-5)

Mientras que la covarianza marginal de Y;, promediada sobre la distribucion de b; se
define como:

Cov(Y;) = Cov(Z;b;) + Cou(e;)
= Z;Cov(by)Z] + Cov(e;) (3-6)
= Z,DZ] + R,

La anterior expresién implica que en el analisis de variabilidad, las fuentes de variacion
se descomponen en dos: variabilidad entre individuos a través de D y variabilidad dentro
de los individuos a través de R, es decir que la Cov(Y;) se puede describir en términos
de ciertos parametros, algunos definidos por la matriz D y otros definidos por la matriz
R,;. La anterior estructura de covarianza difiere de las usualmente definidas en los mo-
delos de efectos fijos donde se especifican todas las fuentes de variabilidad pero no se
distinguen generalmente en su naturaleza. Por otra parte se observa que Cov(Y;) no es
una matriz diagonal, es decir, tiene en cuenta la correlacion entre las medidas repetidas
para un mismo individuo (Fitzmaurice et al., 2012)[p. 201].

Una caracteristica adicional de las estructuras de covarianza de efectos mixtos es que son
funciones dependientes del tiempo de medicién, por ejemplo, en el caso de un modelo
de efectos aleatorios con intercepto y pendiente aleatoria tal que by = (by 4, bs;), se tiene
que:

Var(yi;) = diy + 2tydis + 3, + 0”

(3-7)
Cov(yij, yir) = dir + (tij + tix)dra + tijtindas
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En estos modelos es usual tomar como matriz de covarianza R;, R; = 021,,,, es decir, la
matriz de covarianza que especifica la estructura de covarianza dentro de los individuos
asume independencia entre las observaciones (Davis, 2002)[p. 147]. Sin embargo, es
posible especificar un modelo que permita acoplar una estructura de covarianza dentro de
las observaciones de los individuos, al respecto Jones y Boadi-Boateng (1991) especifican
en su analisis una estructura de covarianza dentro del individuo como un proceso de
tiempo continuo AR-1. Para introducir esta estructura de covarianza se parte del modelo
(3-2) y se introduce un proceso de error U;(t;;), es decir,

yi = XiB+Z;b; + € + U, (3-8)

donde U;(t;;) se asume tiene distribucién normal, con varianza o2 y correlacién dada
por:

Corr{U;(t:;), Ui(ti)} = p(|tij — tik|) (3-9)

La introduccién de U;(t;;) induce correlacion serial entre las respuestas dentro de un
mismo individuo, tal que dicha correlacién usualmente se vuelve mas débil a medida
que la separacién del tiempo incrementa (Fitzmaurice et al., 2012)[p. 226]. Algunas
elecciones para p(|t;; —tix|) son: la funcién de correlacion de simetria compuesta, la cual
se expresa como:

p(lti; —tal) =p, Vi#k y (3-10)

y la funcién de correlacién Gaussiana, expresada como:

p(|tiy — ta]) = e M=l 4 > (3-11)

3.2. Datos faltantes en analisis longitudinales

La seleccién del método adecuado para analizar datos de naturaleza longitudinal depen-
de del mecanismo por el cual se generan los datos faltantes (Fitzmaurice et al., 2012)[p.
20]. El mecanismo de generacién de datos faltantes puede ser considerado como un mo-
delo de probabilidad que describe la relacién entre el vector de datos faltantes r; y el
proceso de respuestas y;. Ademas, es importante conocer el modelo de probabilidad que
genera los datos faltantes para aplicar la metodologia de imputacién de residuales, la
cual se explica en la seccion 4.7.4.

En un estudio longitudinal, se parte del supuesto de que para cada sujeto ¢ se tiene un
disenio en el que se medirdn j ocasiones (j = 1,...,n;), lo que implica que se esperaria
recolectar un vector de respuestas y; = (Yi1, ..., Yin,). Sin embargo, en la practica, no
siempre es posible recolectar todos los datos para todos los sujetos, lo que resulta en datos
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faltantes. Para distinguir entre las observaciones actualmente recolectadas y aquellas que
faltan, se define la funcion indicadora de datos faltantes como:

(3-12)

— 1 Si y;; es observado
“ 1 0 En otro caso

Con la definicion anterior es posible obtener una particiéon del vector de respuesta y;
en dos subvectores, el vector de datos observados y?, el cual contiene las respuestas y;;
para los cuales r;; = 1, y el vector de datos faltantes y;", el cual contiene las respuestas
no observadas. El vector r; = (11, ..., rmi)T y el proceso que genera r; se conoce como
el proceso de datos faltantes.

Cuando el proceso de datos faltantes se restringe al abandono del estudio por parte de los
individuos, el vector indicador de datos faltantes siempre tiene la forma (1, ..., 1,0, ..., 0),
por lo que puede ser reemplazado por la variable escalar r¢ definida como:

ri =1+ Zﬁ'j (3-13)
=1

Para una secuencia de datos incompletos, r¢ denota la ocasién en que el abandono del

individuo del estudio ocurre, en tanto que para una secuencia completa de datos ob-
d

servados r¢ = n; + 1, en ambos casos 7¢ mds uno es igual a la longitud de los datos
observados. A continuacién se describen los mecanismos de generacién de datos faltantes

basado en la seccién 2.3 de Rizopoulos (2012b).

3.2.1. Mecanismos de generacion de datos faltantes
Faltantes completamente al azar (MCAR)

Este mecanismo postula que la probabilidad de que las respuestas sean faltantes es
independiente tanto de los valores futuros que se pretenden recolectar, como del conjunto
de valores observados. Asi sea 8, el vector de pardametros correspondiente al vector de
datos faltantes, se tiene que:

p(rily?, ¥y 0,) = p(r;; 0,) (3-14)

Es decir, la probabilidad de que un valor sea faltante es la misma para todos los indivi-
duos y para todas las mediciones, lo que implica que los valores faltantes se distribuyen
de manera aleatoria y no estan relacionados con los valores observados (3?) o no obser-
vados (y™) en el conjunto de datos. Bajo este mecanismo es posible hacer inferencias
sin tener en cuenta los datos faltantes, ya que los datos observados se consideran como
una muestra aleatoria de los datos completos.
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Faltantes al azar (MAR)

Este mecanismo asume que la probabilidad de datos faltantes depende de un conjunto
de respuestas observadas, pero no esta relacionada con los datos que se puedan obtener
a futuro. En términos probabilisticos se tiene que r; es condicionalmente independiente
de y™ dado y?, luego:

p(rlyy, ¥ 0,) = p(rily}; 6,) (3-15)

Una definicién alternativa de M AR se puede dar términos de la distribucion predictiva
de las respuestas longitudinales y™ dados los datos observados y? y r;, en particular
bajo MAR esta distribucién toma la siguiente forma:

p(y{"lyi ri; 0) = p(y{"ly;:6,) (3-16)
donde 0 denota el vector de parametros de la distribucién conjunta del proceso longitu-
dinal y del proceso de faltantes, y 6, el vector de pardmetros del proceso longitudinal.
Dado que el mecanismo de faltantes depende de y?, la distribucién de y? no coincide
con la distribucién de y;. Por lo tanto, los datos observados no se pueden considerar una
muestra aleatoria de la poblacién objetivo. Una implicaciéon importante del esquema
MAR es que los momentos muéstrales no son estimaciones insesgadas de los mismos
momentos en la poblacién objetivo. En consecuencia, los estadisticos basados en los
momentos muéstrales que no tienen en cuenta el mecanismo M AR, como los diagramas
de dispersion de las evoluciones promedio muéstrales, pueden ser enganosos.

Por otra parte, bajo MAR los analisis basados en la verosimilitud de los datos obser-
vados pueden proveer inferencias validas atin si no se tiene en cuenta la contribucién de
r;, siempre y cuando el modelo para las mediciones de y; estén correctamente especifi-
cados, esto puede verse de el hecho que la contribucién de la verosimilitud de los datos
completos (y?,y™, r;) para el sujeto i se puede factorizar como:

L.(6) = / Py rs; 0)dy™

= /p(yg,yl”;Oy)p(riIY?,y?;Or)dYT
(3-17)
= /p(y?,y{”;ﬂy)p(ri]y?;OT)dy;” por ind. cond.
= p(yi: 0,)p(rily?; 6,)
= Li(6,) x Li(6,)
De este modo, si los espacios de pardmetros de 8, y 6, son disyuntos, es decir, si el
vector de parametros 6 = (05, Of)T es el producto de los espacios de pardmetros de 0,
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y 0., las inferencias para 6, pueden ser realizadas utilizando la densidad marginal de los
datos observados p(y?; 6,), ignorando asf la verosimilitud del proceso de datos faltantes.
A esta propiedad de las inferencias basadas en la verosimilitud bajo el mecanismo M AR
se le conoce como ignorabilidad.

Faltantes no al azar (MNAR)

Este mecanismo se presenta cuando la probabilidad de que se presenten faltantes de-
pende en un subconjunto de respuestas que hacen falta por medir. En particular la
distribucién de r; depende en al menos algunos elementos del sub-vector y;", aun si se
condiciona en y?, es decir,

p(rily™: 6,) 6 p(rily?, yi"; 0,) (3-18)

En este trabajo se presenta un ejemplo de aplicacién de MINAR. En este caso, los datos
faltantes se deben a que se presenta el evento de muerte en algunos individuos. Como
sucedia con MAR, bajo MINAR los datos observados no constituyen una muestra
aleatoria de la poblacion objetivo. Sin embargo, a diferencia de MAR, la distribucion
predictiva de y condicionada por y? no es la misma que la poblacién objetivo, sino que
depende tanto de y? como de p(r;|y;). Por lo tanto, el modelo asumido para el proceso
de datos faltantes es importante y debe ser incluido en el analisis.

Cuando los datos longitudinales son de naturaleza MINAR, solo es posible obtener
inferencias validas basados en la distribucién conjunta de las mediciones y el proceso

de faltantes. Tres modelos han sido ttiles para abordar este problema, ver Rizopoulos
(2012b)[p.32.]:

I. Modelos de Seleccion:

Estos modelos estan basados en la siguiente factorizacion de la distribuciéon con-
junta:

p(y?, ¥yl ri;0) = p(y?, ¥y 0,)p(r|y?, yi"; 0,) (3-19)

En la ecuacién (3-19), el primer factor corresponde a la densidad marginal para
el proceso de mediciones y el segundo es la densidad del proceso de faltantes
condicionado en las respuestas longitudinales.

11. Modelos de patrones mixtos:

Estos modelos estan basados en la siguiente factorizacion de la distribucion con-
junta como sigue:

p(y?,yi 1 0) = p(y?,yi"|ri; 6,)p(ri; 6,) (3-20)
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En la primera parte corresponde a la densidad para el proceso de vistas dado el
proceso de faltantes, y el segundo factor es la densidad marginal del proceso de
faltantes.

111. Modelos de parametros compartidos:

Estos introducen efectos aleatorios para capturar la asociacién entre el proceso de
mediciones y el proceso de faltantes, es decir:

p(y?, v, ri;0) = /p(Yzﬂyz |b;;0,) x p(r;|b;; 8,) x p(b;; 0,)db; (3-21)

Lo anterior implica que dados los efectos aleatorios, los dos procesos son inde-
pendientes. La idea bajo este enfoque de modelamiento es que existe un proceso
latente subyacente, descrito por los efectos aleatorios, que impulsa ambos proce-
sos observados. Estos modelos seran ttiles para la representaciéon jerarquica del
modelo conjunto que se presentara en la seccion 4.

3.3. Estimacion de parametros

La estimacion de los pardametros, B y 6 (los ultimos denotando los parametros de la
matriz de varianzas y covarianzas 3;(0)), se realiza generalmente mediante dos méto-
dos clésicos: el primero de ellos es la maxima verosimilitud y el segundo es la maxima
verosimilitud restringida (REML, por sus siglas en ingles “restricted mazimum like-
lihood”), los cuales se discutirdn a continuacion, junto con sus respectivas limitaciones.
Se destaca que para el caso de una matriz de varianzas y covarianzas especificada como
3:(0) = Z;GZ; + 0°1,,, se tendra que estimar un vector 0 de tamaiio gx(g+1)/2+1.

3.3.1. Maxima verosimilitud

Teniendo en cuenta que Y; ~ N, (X;3, ZZ-DZiT+R,-), con n; el nimero de medidas repe-
tidas en el individuo 7 y dado que las observaciones son independientes entre individuos,
la funcion de log-verosimilitud se puede escribir como:

N

In[f (y1,y2, -yn)] = W] [ f(y:)] = Zln[f(yi)]

=1

{ exp{——( yi — XiB)1(Z,DZ] + R;) '}y, — X;) }

2l
)3 { ~in(2n) — S0 [S(0)] — 5 (v~ XiB) (S (O)] i - X@}

(3-22)
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Asumiendo 3;(0) conocida y teniendo en cuenta que 3 no aparece en los dos primeros
términos de la anterior ecuacién y que el tercer termino tiene signo negativo, maximizar
la log-verosimilitud con respecto a 3 es equivalente a minimizar:

N
Z(Yi —X:B)'[Z:(0)] (y: — XiB) (3-23)
i=1

El estimador de 8 que minimiza (3-23) se conoce también como el estimador de minimos

cuadrados generalizados (GLS), y se expresa como:

N -1 N
B= { > (X7 2i1<9>xi>} > _(XI=(0)y)) (3-24)
i=1 i=1
Algunas propiedades de este estimador es que es insesgado y tiene distribucion asintéti-
ca normal multivariada, con media, B, y matriz de varianzas y covarianzas, Cov(3) =
{ Zfil(X?E;l(O)Xi)} 1, ver Fitzmaurice et al. (2012)[p.92]. No obstante, el supuesto
del conocimiento de la matriz de ¥;(0), en la practica es inadecuado y se debe proceder
con su estimacién, via maxima verosimilitud, sin embargo, la funcién score resultante
no es lineal y no tiene forma cerrada, para lo cual es necesario utilizar técnicas iterativas
como los algoritmos de Newpthon Raphson o Esperanza maximizacion para su solucion.
Una vez se encuentra la soluciéon que maximiza la funcién score de X;(0), se reemplaza

3,(0) por 3;(6) en (3-24).

No obstante cuando se tienen muestras finitas las estimaciones de los parametros de
la matriz 33;(0) tienden a tener problemas de sesgo, como propuesta para resolver este
problema se presenta el método de estimacién de maxima verosimilitud restringida.

3.3.2. Maxima verosimilitud restringida

Con el fin de superar el problema de sesgo en la estimacién de ¥;(0), se presenta el
método de estimacién de méaxima verosimilitud restringida, el cual produce estimadores
menos sesgados de X,;(0) (X; o alternativamente ), ver Davis (2002)[p.128]. La idea
detras de este método es separar los datos usados para estimar 0 de la usada para esti-
mar 3. Asi la idea de la estimacion REML de 3;(0) es eliminar 8 de la verosimilitud
de manera que esta se defina inicamente en términos de 33;(80).

Las estimaciones REML de las componente de varianza 6, son definidas como la esti-
macién maximo verosimil de 6, basado en una transformacién lineal del modelo lineal
mixto dado en (3-1). Asi, sean Y, €,b y X las concatenaciones verticales de y;, €;,b; y
X; v Z la matriz de bloques diagonal de los Z;, es decir, Z = @} ,Z;, y teniendo en
cuenta que el valor esperado y la matriz de varianzas y covarianzas de Y se expresan,
respectivamente, como:
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E(Y) =Xp3 (3-25)

3(0)=ZV(b)Z" +V(e) = Z(I, ® D)Z" + @ R; = ZDZ" + R (3-26)

La transformacion lineal mediante REML consiste en premultiplicar Y por la matriz

T
M = (?3),0011B:

En la matriz M, A es de orden (ZZ]L n;) X (ZZ]\L1 n; —rango(X)), tal que sus columnas

B = (X" 10)X)"'XTx27(0) (3-27)

son ortogonales a las columnas de la matriz X. Luego para escribir la verosimilitud
que dependa unicamente de 3;(0) se escribe la funcién de densidad de MY como la
multiplicacion de la funcién de densidad de B por una funcién que no dependa de B
para luego si encontrar el valor de 8 que maximice dicha verosimilitud. La distribucion

de MY, ver LaMotte (2007), esta dada por:

My =8 ((5): (MR xrs o)) (&28)

Con A tal que AAT =1, — Px, con Px = X(X?X)'X”. Luego a a partir de (3-28) es
posible obtener la expresion de la verosimilitud que no dependa de 3, la cual se expresa
como:

_ exp{—1/2y"A(ATS(6)A)'ATy}
2Tt ni/2 ATS(9) A1/

Tomando Ps) = A(ATX(0)A)"*AT, ver LaMotte (2007), se maximiza la siguiente
log-verosimilitud con respecto a 6:

L(6; Aly) (3-29)

1 1 — 1
1(0: ATy) = In(L(6: ATy)) = 5y Pso)y — 5 > In(2r) — 5 In([ATS(0)A])  (3-30)
=1

El anterior problema de maximizacion no es trivial y para realizarla es necesario usar
métodos iterativos.

3.4. Prediccion efectos aleatorios

Dado que los efectos aleatorios son técnicamente considerados como variables aleatorias
y no como parametros fijos, se utilizara el término prediccién en lugar de estimacion. El
problema de predecir una variable aleatoria puede entenderse como predecir su media
condicional, dadas las observaciones disponibles. De esta forma, el mejor predictor de
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~

b; es la media condicional de b;, dado el vector de respuestas y; y las estimaciones 3.

Bajo los supuestos de los modelos lineales mixtos en (3-2), Y; y b; tienen distribucién
conjunta normal multivariada. Usando las propiedades de la distribucién normal se
puede demostrar que la media condicional de b; dado y;, conocido como BLUP (“Best
linear unbiased predictor”) Fitzmaurice et al.(2012)[p.211] es:

E(b;ly;) = DZI'S(0) ' (y: — X:B) (3-31)

Reemplazando los parametros desconocidos de la matriz de varianzas y covarianzas por
sus estimaciones, el predictor resultante, Bi, se conoce como BLUP empirico o Bayes
empirico (EBLUP, por sus siglas en inglés, “Empirical best linear unbiased predictor”).
Los errores estandar para esta predicciéon son:

N —1
Cov(b;—b;) = D—DZI>7'Z,D+DZ !X, <ZX?2;1xi) XI'>17,D (3-32)

i=1

La estimacién de estos errores se obtiene reemplazando EiZO) y G, las estimaciones de
la matriz de varianzas y covarianzas en (3-32). Luego, dada la prediccién de by, el perfil
de respuesta para el sujeto i se estima como:

yi=XiB+ Zb; (3-33)

3.5. Seleccion del modelo

Para la seleccion de la matriz de covarianza se parte del modelo “maximal” para la
media. Este es un modelo que usualmente es méas complejo que cualquier otra secuencia
de modelos que se consideren candidatos a ajustar para la media, en este punto, se de-
beria contemplar un modelo que, en su grado de complejidad, vaya un paso mas alla de
cualquier modelo para el cual las investigaciones empiricas en el campo se preocuparian
por proporcionar una justificacién especifica, Fitzmaurice et al. (2012)[p. 176].

Una vez seleccionado el modelo “maximal” para la media, se procede a elegir una es-
tructura de covarianza para el modelo. Una forma comtun de hacer esto es mediante
la prueba de razén de verosimilitudes entre el modelo completo y el modelo reducido,
donde el modelo reducido es un caso especial del modelo completo. El test de razon
de verosimilitudes se construye comparando las log-verosimilitudes REML, [ Full Y Zred,
y se utiliza para determinar si el modelo completo es significativamente mejor que el
modelo reducido. En términos generales, si la diferencia en las log-verosimilitudes es
significativa, entonces se elige el modelo completo, de lo contrario se prefiere el modelo
reducido. El estadistico de prueba esta dado por:
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G? = 2l — lreq) (3-34)

Se rechaza la hipdtesis nula si G? > le, donde le es el percentil seleccionado de una
distribucién Chi-cuadrado con grados de libertad igual a la diferencia entre el niimero
de pardmetros entre el modelo completo y el reducido, Fitzmaurice et al. (2012) reco-
miendan usar o =0.1 en vez de o =0.05.

Como caso particular cuando se tiene una estructura de covarianza como la definida
en la ecuacién (3-6), con R; = 021, el nimero de los pardmetros de covarianza es
g% (¢g+1)/2+ 1. Al comparar las estructuras de covarianza de dos modelos, uno con ¢
efectos aleatorios y otro con ¢+ 1, la diferencia en el nimero de parametros de covarianza
entre estos dos modelos es ¢ + 1, ya que el modelo completo contiene una varianza y
q covarianzas adicionales, para este caso; sin embargo, Fitzmaurice et al. (2012)[p.209]
indican que no resulta del todo adecuado el test de razon de verosimilitudes, especial-
mente cuando la hip6tesis nula se encuentra en el limite del espacio de pardmetros (por
ejemplo, cuando la varianza de un efecto aleatorio es igual a cero), la distribucién bajo
la hipétesis nula no es una distribucién Chi-cuadrada con grados de libertad igual a la
diferencia entre el niimero de parametros en el modelo completo y reducido, en cambio,
indican que la distribucion bajo la hipdtesis nula es una mixtura de distribuciones Chi-
Cudrada. Para el caso de comparar dos modelos anidados con con ¢ efectos aleatorios y
otro con g+ 1, la distribucién de la hipdtesis nula bajo el test de razon de verosimilitudes
es una mixtura de 50 : 50 distribuciones Chi-Cuadrado con ¢ y ¢+ 1 grados de libertad,
respectivamente.

Por otra parte, para comparar modelos no anidados para la estructura de covarianza los
criterios de informacién son usualmente usados, ver Miller (2002)[p.156.]. El criterio de
informacién de Akaike (AIC), el cual sugiere elegir entre dos modelos para la estructura
de covarianza, aquel modelo que minimice:

A

AIC = —21(B) + 2¢ (3-35)

Con 3 =1 (B)|5—p la funcién de log-verosimilitud maximizada y ¢ el nimero de pardme-
tros del modelo. El objetivo de este criterio es encontrar un balance entre la calidad
de ajuste del modelo y el nimero de parametros usado para lograr este ajuste. De este
modo es posible comparar dos modelos con igual cantidad de efectos fijos para diferentes
estructuras de covarianza.

Otro criterio de informacion tipicamente usado es el criterio de informacién bayesiano
(BIC). De acuerdo al BIC, dados una serie de modelos para la estructura de covarianza
ha de seleccionarse aquel modelo que minimice:
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BIC = —2I(B) + ¢ x In (N) (3-36)
donde N, como es usual, es el numero de individuos. En general, Fitzmaurice et al.
(2012)[p.179] no recomiendan el uso del BIC para la eleccién de la estructura de cova-
rianza ya que implica un gran riesgo de seleccionar modelos que son demasiado simples
0 parsimoniosos.

Una vez se ha establecido los efectos aleatorios y la estructura de covarianza, es posible
realizar la seleccion de variables asociadas a los efectos fijos con métodos tradicionales
mediante metodologias forward, backward o stepwise con criterios como AIC o BIC, ver
Bondell, Krishna, y Ghosh (2010).

3.6. Analisis de residuales y diagnéstico

Dado que en los modelos lineales mixtos se presentan dos fuentes de variabilidad (dentro
y entre individuos), el andalisis de residuales debe tener en cuenta esta complejidad. En
los modelos lineales de efectos mixtos, se suelen utilizar tres tipos de residuales, ver
Nobre y Singer (2007).

3.6.1. Residuales marginales

Se calculan bajo la representacion jerarquica del modelo:

yi = Xi8 + €,
€ ~ N(O, ZZ-DZiT + UQIM)

En datos longitudinales se define el vector de residuales marginales para cada individuo,

(3-37)

CO1mao:

ri=Yi— X’LB
i1 Yil Xin Xz . X .. X ﬁ:l
Ti1 Yi1 Xion Xio ... X ... Xi2p B2
Tij B Yi.j Xijl XijZ ce Xijk cen Xijp Bk
T’i,ti yi,ti Xitil XitiZ s Xitik s Xitip /BAp

Este vector de residuales tiene media cero y provee de una estimacion del vector de
errores marginales:

e=yi—Ely)=y.—XiB=Z,8;+¢€ (3-39)
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Estos residuales pueden ser usados para determinar desviaciones sistematicas del modelo
para la respuesta media, por ejemplo un diagrama de dispersion de los residuales:

— T
i = Yij — X

A

~

e

(3-40)

B
versus la respuesta media estimada [i;; = XZ;B, puede ser examinado para determinar
si existe alguna tendencia. Una curva suavizada de estos residuales puede ser 1util para
detectar cualquier tendencia presente. En un modelo bien especificado, este diagrama de
dispersién no deberia presentar patrones sistematicos. Ademas, es posible crear graficos
de dispersion de los residuales en funcion de algunas covariables para identificar cual-
quier tendencia. Si se observa alguna tendencia, podria indicar la necesidad de incluir
términos polinomiales adicionales o transformar la variable correspondiente.

Sin embargo con estos residuales se debe tener en cuenta dos propiedades importantes
que pueden llevar a mal interpretaciones en los graficos de dispersion. En primer lugar,
las componentes del vector de residuales r; (para un mismo individuo) estédn correla-
cionadas y no necesariamente tienen varianza constante. En este contexto, la varianza
de los errores e; no es igual a la varianza de los r;. Sin embargo, con fines practicos,
es comun tomar como aproximacién que Cov(r;) ~ Couv(e;) = X,(0). Esta propiedad
implica que no siempre hay un rango constante en el grafico de dispersiéon entre los
residuales r;; y los valores estimados fi;;. En segundo lugar los residuales pueden estar
correlacionados con las covariables. Para obtener residuales no correlacionados y con
varianza constante se puede usar la transformacion de Cholesky de la matriz estimada
de covarianza de los residuales, ver Fitzmaurice et al. (2012)[p.267].

3(6); = L,LF (3-41)

La matriz L; es una matriz triangular inferior, la cual es usada para decorrelacionar los
residuales r;, tal que se tenga varianza constante, la transformacion sugerida es:

r; =L 't = L (yi — X;B) (3-42)

Una vez se tienen los residuales transformados, todos los andlisis de diagndstico para
una regresion lineal pueden ser aplicados, teniendo en cuenta transformar los valores
ajustados:



3.6 Analisis de residuales y diagndstico 27

ﬂ: = Lflﬂi = L;IXiB

La transformacién de estos residuales también puede ser usado para investigar posibles
desviaciones del supuesto de normalidad de los errores, es usual realizar un QQ-plot de
estos residuales, si se observa que los puntos se desvian de una linea recta, el supuesto
de normalidad no sera adecuado.

Un procedimiento alterno, pero equivalente, puede ser usado, este consiste en que una
vez se tiene la descomposicién de 3;(0), encontrando L;, se estima 3 usando minimos
cuadrados ordinarios de la regresion:

yi =L'y; sobre X;=L"X; (3-43)
Luego con el resultado de (3-43) se realiza el anélisis diagndstico de una regresion lineal

para observaciones independientes (con varianza constante).

3.6.2. Residuales condicionales

Se utilizan para validar supuestos de la version jerarquica del modelo:

yi = XiB + Z;b; + €,

3-44
bZNN(O,D>, GiNN(O,IO'Q) ( )
Estos residuales se definen como:
€ =Yi— XZ/B - ZiBi =T — Zif)i (3-45)
los cuales predicen los errores condicionales
€ =y — E(yilb;) =yi — XiB — Z;b; (3-46)

Nobre y Singer (2007) sugieren realizar una transformacion a los residuales €;, equiva-
lente a su estudentizacion:

€ €

éi* - — = = = (3_47)
VRPL R o2/Py,

con Py, el elemento i de la diagonal de la matriz Py, = X712 X(XT21X)1XTs !

Para verificar homocedasticidad, se grafica (3-47) versus los valores ajustados. Para re-
visar normalidad aunque los errores condicionales estan confundidos con el vector de
efectos aleatorios, b;, se suele realizar un envelope.
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3.6.3. Los BLUP

Los BLUP empiricos o EBLUP, Zif)i, predicen los efectos aleatorios,

Z;b; = E(yz"bi) - E(Yz) (3‘48>

Luego los valores de Z:b; reflejan la diferencia entre las respuestas ajustadas para el
1 — ésimo individuo y el promedio de la poblacion, por tanto pueden ser utilizados para
encontrar individuos atipicos a través de un grafico de los elementos de ZZ-IA)Z» vs el indice
de los individuos, ver Waternaux, Laird, y Ware (1989). Igualmente para validar el
supuesto de normalidad de los b; es usual realizar un Q-Q Plot de los efectos aleatorios
predichos.



4. Modelos conjuntos para datos
longitudinales y datos de
sobrevivencia

Teniendo en cuenta que los modelos de Cox extendidos (Andersen y Gill, 1982) son
apropiados unicamente para covariables tiempo-dependientes exdgenas, no se pueden
aplicar para covariables como biomarcadores (variables endégenas). Como alternativa,
se ha propuesto en la literatura el modelamiento conjunto para datos longitudinales y
de tiempo hasta el evento (Faucett y Thomas, 1996). La idea central detras de estos
modelos es acoplar el modelo de supervivencia, que es de interés primario, con un mo-
delo apropiado para las medidas repetidas de las covariables endégenas. En la presente
seccion, se expondré la metodologia de modelamiento conjunto basado en el enfoque de
estimacion de Rizopoulos, Verbeke, y Molenberghs (2008), en el software estadistico R.

Para la definicion del modelo, retomando la notacion usada en las secciones 2 y 3, sea T}
el tiempo verdadero hasta el evento para el individuo ¢, T} el tiempo observado, definido
como el minimo entre el tiempo de censura C; y T}, y 9; la funcién indicadora de censura.
Para las covariables tiempo dependientes enddgenas, sea y;(t) su valor observado para
el tiempo t del individuo i. Cabe aclarar que y;(t) no se observa para cualquier tiempo
t, sino para algunas ocasiones t;; en las cuales las mediciones son tomadas. Por lo tanto,
los datos longitudinales consisten en las mediciones v;; = {v:(t:;).7 = 1,...,n;}.

4.1. EIl submodelo de sobrevivencia

El objetivo principal en la modelacién conjunta es medir la asociacion entre un marca-
dor longitudinal y el nivel de riesgo del evento, teniendo en cuenta las caracteristicas
especiales del primero. Para lograr esto se introduce el termino m;(t) que denota el
verdadero pero no observado valor del proceso longitudinal en el tiempo ¢. Se nota que
m;(t) es diferente de y;(t) ya que este ultimo esta contaminado por errores de medicién.
Para cuantificar la fuerza de asociacién entre m;(t) y el riesgo del evento, el modelo de
riesgos relativos toma la siguiente forma:
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ha(t|Mi(t), wi) = lim Prit <1y < t+czft|Tz > t, My(t), wi} -
_) -

donde:

M;(t) = {m;(s),0 < s < t} denota la historia del verdadero pero no observado
proceso longitudinal hasta el momento t,

» hy(t) denota la funcién de riesgo base,

= w; es un vector de covariables de la linea base con su vector correspondiente de
coeficientes de regresién ~ y

= « es el pardmetro que cuantifica el efecto del resultado longitudinal subyacente al
riesgo de un evento

La interpretacién de v y «, se realiza igualmente con el cociente de riesgos, es decir
exp(7;) denota el cociente de riesgos para una unidad en cambio en w;; en cualquier
tiempo ¢, mientras que exp(a) denota el cambio relativo en el incremento en el riesgo del
evento en un instante especifico del tiempo ¢ que resulta de incrementar en una unidad
m;(t) en el misto tiempo, es decir ya que y;(t) es tiempo dependiente, no se puede hablar
de proporcionalidad de los riesgos en el tiempo. Por otra parte, se observa en el modelo
anterior que el riesgo de un evento en el tiempo depende tnicamente del valor actual
del marcador tiempo dependiente m;(t); sin embargo, esto no es cierto para la funcién
de sobrevivencia. Usando la relacién entre la funcién de sobrevivencia y la funciéon de
riesgo, ecuacion (2-4), se tiene:

Si(t|M;(t), w;) = Pr(T; > t|M;(t), w;) = exp <—/0 ho(s)exp{y"w; + am;(s)}ds
(4-2)

Lo cual implica que la funcién de sobrevivencia depende de toda la historia de las covaria-
bles longitudinales M;(t), aspecto relevante en la estimacién de parametros ya que como
se vio en la construccién de la log-verosimilitud en (2-10), cuando se tienen observacio-
nes censurdas el individuo ¢ aporta a la verosimilitud con la funcién de sobrevivencia.
Con el fin de ajustar un modelo que permita estimar toda la historia longitudinal se
presenta enseguida el submodelo longitudinal.
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4.2. El submodelo longitudinal

Se propone estimar m;(t) a través de toda la historia longitudinal mediante el submodelo
longitudinal, ya que los valores verdaderos de m;(t) son desconocidos debido a errores
de medicién en los marcadores o datos desbalanceados. Para lograr esto, se utiliza un
modelo de efectos mixtos adecuado para describir las evoluciones temporales especificas
de los individuos. El modelo longitudinal de las covariables dependientes del tiempo se
pueden expresar ajustando los datos al modelamiento de datos longitudinales de efectos
mixtos presentado en (3-1), es decir:

yi(t) = mi(t) + €(t)
m;(t) = x;(t)T B + z7 (t)b; (4-3)
b; ~ N(0,D), ¢(t) ~ N(0,0?%)

En este modelo se observa que los vectores x;(t) para los efectos fijos B y z;(t) para los
efectos aleatorios b;, asi como los términos de error €;(t) son tiempo dependientes. Més
aun, se asume generalmente que los términos de error ¢;(t), son mutuamente indepen-
dientes, independientes de los efectos aleatorios y se distribuyen normal, con media cero
y varianza o2

Como se ha visto en el submodelo de sobrevivencia, la funcién de sobrevivencia depende
de toda la historia del marcador y, por lo tanto, es crucial obtener una estimacion precisa
de M;(t) para obtener estimaciones precisas de S;(t). Para lograr esto, se requiere una es-
pecificacién detallada de la estructura temporal de x;(t) y z;(t), y posiblemente también
de los términos de interaccién entre la estructura temporal propuesta y las covariables de
referencia. Para aplicaciones donde los individuos presentan trayectorias longitudinales
no lineales, Rizopoulos (2012b) recomienda utilizar representaciones flexibles para x;(t)
y z;(t) mediante vectores de alta dimensionalidad de funciones de tiempo ¢, expresadas
en términos de polinomios o splines de alto orden. En comparaciéon con los polinomios,
los splines suelen ser preferidos debido a sus mejores propiedades numéricas, segun lo
aconsejado por Ruppert, Wand, y Carroll (2003).

Un enfoque alternativo para modelar formas de alta no linealidad en la evoluciéon de la
covariable longitudinal es propuesto por Wang y Taylor (2001). Este enfoque consiste
en agregar un término estocastico adicional que captura la correlacién serial restante en
las observaciones, no capturada por los efectos aleatorios. En este enfoque, el modelo
lineal mixto toma la forma:

yi(t) = mi(t) + wi(t) + €(t) (4-4)

donde wu;(t) es una proceso estocastico de media cero, independiente de b;(t) v €(t), ¥
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con m;(t) teniendo la misma estructura del modelo anteriormente mencionado.

Seleccionar entre las metodologias descritas es responsabilidad en la creencia del modelo
natural que el investigador suponga genero los datos. En particular en el modelo (4-3)
se postula que la trayectoria seguida por un individuo a través del tiempo depende de
los efectos aleatorios b; unicamente. Esto implica que la forma del perfil longitudinal
de cada individuo es una caracteristica inherente a cada individuo que es constante en
el tiempo. Por otra parte computacionalmente, el enfoque de efectos aleatorios es mas
facil de implementar en la practica porque solo requiere una especificacion apropiada de
la matriz de diseno de efectos aleatorios Z;, ver Rizopoulos (2012b) [p.55].

4.3. Formulacién de la verosimilitud conjunta

Las estimaciones de méaxima verosimilitud se obtienen como los valores que maximizan
la funcién de log-verosimilitud correspondiente a la distribucién conjunta de los valo-
res observados (T;,0;,y;). Bajo el enfoque de modelacién conjunta, en los modelos de
parametros compartidos, los efectos aleatorios son los pardmetros que tienen en cuenta
la asociacion de los eventos de sobrevivencia y longitudinales. Esto quiere decir, que los
efectos aleatorios consideran tanto la asociaciéon entre lo longitudinal con los eventos de
falla y la correlacion entre las medidas repetidas en el proceso longitudinal. Una carac-
teristica especial de estos modelos, es que dado los efectos aleatorios, los procesos son
independientes, es decir:

(15, 6;, yi|bi; @) = p(T;, 6;|bs; 0)p(yi|b;; 0), con (4-5)

p(yilbi;0) = [ [ p(yi(ti;)|bi; 0) (4-6)
J
En (4-5), 8 = (07, 93, 67)" denota el vector de pardmetros, con 6, los pardmetros para
el evento de falla, 8, los pardmetros para las respuestas longitudinales, 8, los parametros
para matriz de covarianzas de los efectos aleatorios y y; es el vector de tamano n; x 1
de respuestas longitudinales del individuo i.

En estos modelos se define el proceso de visitas como el mecanismo, ya sea determinista
o estocastico, por el que se definen los puntos en el tiempo en el que se tomaran o seran
recolectadas las mediciones longitudinales. En la ecuacién (4-5) se asume que dada la
historia observada, el mecanismo por el cual se presentan las censuras y el proceso de
visitas son independientes del verdadero valor del tiempo de los eventos y de las futuras
mediciones longitudinales. En otras palabras, si un individuo decide retirarse del estudio
y el tiempo en el que se le toma una medicién longitudinal, dependen tnicamente del
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pasado, pero no hay una dependencia adicional en las caracteristicas latentes asociadas
al pronodstico, este supuesto se conoce en la modelacién conjunta como el supuesto
de no-informacion. Evaluar la validez del supuesto de falta de informacion para los
procesos de visita y censura, generalmente requiere informacién externa de expertos en
la materia, ya que los datos observados no contienen suficiente informacién para sugerir
lo contrario. Bajo los anteriores supuestos, la contribucién del individuo ¢ a la funcién
de log-verosimilitud se puede formular como:

In{ p(T;,0;,y:;0)} =1In {/p(ﬂ, 0i, Vi, b O)db,-}
(47)
=In {/p(Tz‘, 6i|bi;Gtaﬁ)[Hp{Yi<tij)|bi; Oy}]p<bi;9b>dbi}

donde la densidad condicional para la sobrevivencia p(T;, d;|b;; 0y, 3) esta dada por:

p(Tz’,éi’bz'; 9t,ﬁ) = hz(Tz|Mz(Tz)a 0taﬁ)6isi(Ti|Mi(Ti); etaﬁ)

= [ho(T3) exp{y" w; + am;(T;)}]*
X exp {—/0 Z ho(s) exp{y"w; + ami(s)}ds} (4-8)

En (4-8), ho(.) puede ser cualquier funcién positiva del tiempo, como el modelo de B-
splines o la funcién de riesgo de una distribucién conocida. Por otra parte la densidad
conjunta para las respuestas longitudinales junto con los efectos aleatorios esta dada
por:

p(yilbi; 0)p(b;; 0) = HP{Yi(tij) bi; 6}p(b;; 0y)
J
= (270?) 2 exp{—||y; — XiB — Zibs||*/20?}
x (2m)~%/? det(D) "2 exp(—bI D 'b, /2)

(49)

Con g, denotando la dimensionalidad del vector de efectos aleatorios, y z = {3, 22}1/2
denota el vector de norma euclidiana. La maximizacién de la funcion de log-verosimilitud
1(0) =, In p(T;, 6;,yi; @) con respecto a @ puede lograrse usando algoritmos estandar
como el algoritmo Esperanza-Maximizacion o el algoritmo de Newton-Rapson o alguna
de sus variantes.

En el algoritmo EM es 1til notar que el vector score correspondiente a (@) es la funcién
clave (Rizopoulos et al., 2009), este se puede escribir de la siguiente forma:
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Sec(0) = Oy {/p(ﬂ, 6i|bi; 0)p(yilbi; @)p(by; 6’)de}

' (4-10)
= / A(8,b,)p(by|Ti. 61, y:; 0)db,
donde A(.) denota el vector score completo dado por A(6,b;) = d{In p(T;, 0;|b;; 0) +
In p(y;|bs; ) + In p(b;;0)} /00" . La ultima expresién en (4-10) implica que el vector
score observado se puede expresar como el valor esperado del vector score completo con
respecto a la distribucion aposteriori de los efectos aleatorios.

4.4. Algoritmos de optimizacion

Las integrales involucradas en la especificacion de los modelos conjuntos generalmente
no tienen una solucioén cerrada y por lo tanto, métodos numéricos deben ser utilizados.
La integral en la definicién de la funcién de sobrevivencia, ecuacién (4-2), al ser uni-
dimensional puede ser aproximada eficientemente mediante la regla de Gauss-Kronrod
usando 7 o 15 cuadraturas (Press, Teukolsky, Vetterling, y Flannery, 2007); sin embargo,
la integral con respecto a los efectos aleatorios, ecuacién (4-10), suele ser computacional-
mente demandante, para este tipo de problemas enfoques como cuadraturas Gaussianas
y muestreo Monte Carlo han sido usadas en el ajuste de modelos conjuntos. Para una
breve introduccién a las cuadraturas de Gauss-Hermite, las cuales se usaran en la opti-
mizacién, ver apéndice B.

En particular para los modelos conjuntos al aplicar la regla de Gauss-Hermite, es po-
sible aproximar el valor esperado de A(.) con respecto a la distribucién aposteriori de
los efectos aleatorios, es decir la integral de la ecuacién (4-10) mediante la siguiente
expresion:

E(A(0,b))|T;,0;,y:0) :/A(Qabi>p(bi’Ti75iuYi;0)dbi

4-11
A 2B/ Z WtA(H,bt\/é)p(bt\/i’Ti,5173’1';3) eXp(HthZ) ( )

t1...lq

K K .
donde }_, , esusado pararepresentar >, _; ... >, _; con K el nimero de puntos en la
cuadratura, y b} = (b, ..., by,) las absicsas correspondientes con pesos ;. Asf la calidad
de la aproximaciéon mejora a medida que aumentan los puntos K en la cuadratura. Sin
embargo, este enfoque tiene dos inconvenientes principales:

= Dado que la regla Gauss-Hermite requieren evaluar la integral sobre el producto
cartesiano de las abscisas para cada efecto aleatorio, la intesidad computacional
incrementa exponencialmente con gj.
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= Si los puntos de la cuadratrura gaussiana no se encuentran cercanos a los pun-
tos donde se concentra la masa de la integral a aproximar, esto es, si g(b) =
A(0,b)p(b|T;, 0;,y:; 0) esta concentrada en un punto alejado de cero o si la masa
de g(b) es diferente de la funcién de pesos exp(—b?), entonces aplicando directa-
mente la regla de Gauss-Hermite a g(b) puede que se obtenga una mala aproxi-
macién, ain para valores grandes de K, ya que las abscisas en la cuadratura no
estardn localizadas donde la masa de g(b) esta localizada.

Una forma de resolver el anterior problema es mediante la regla adaptativa de Gauss-
Hermite que centra y re-escala apropiadamente el integrando en cada iteracién, mediante
la siguiente aproximacién:

E(A(0,b)|T;, 0,4 6)
~ 2072 B~ Z m A0, 5)p(E|T;, 0:, y; 0) exp(||by|[*) (4-12)

t1...tq

donde #; = b; + \/EBi_lbt, b; = argmax, In{ p(T;,d;,y:;,b;0)} y B; es el factor Choles-
ki de H;, con H; = —92In{ p(T}, 6;,y:, b; 6)}/0bob” |, _; . Usando esta transformacién
el integrando se comporta aproximadamente como una densidad de una distribucion
N(0,27'T) y dado que la funcién de pesos de la regla de Gauss-Hermite es proporcional
a esta densidad, se obtiene una buena aproximacién. Asi la regla adaptativa de Gauss-
Hermite requiere una cuadratura mas pequena para obtener un error de aproximacion
de la misma magnitud comparado con la regla estandar de Gauss-Hermite. No obstante
el requerimiento de encontrar las estimaciones méaximo verosimiles, b; y el calculo de
la matriz de segundas derivadas H, para cada individuo en cada iteracion incrementa
sustancialmente la carga computacional (Rizopoulos, 2012a).

Sin embargo, una forma de disminuir esta carga computacional se puede lograr te-
niendo en cuenta las propiedades de la distribucién posterior de los efectos aleatorios,
p(b;|T;, ;,y:;0). Si se toma la transformacion logaritmica de esta densidad, entonces se
encuentra que es proporcional a, ver Rizopoulos (2012b)[p. 70.]:

In p(by|Ti, 6;, yi; 0) x Zln p(yi(ti;)|bs; Oy)+1n p(by; Oy) +1In p(T;, 6;|bi; 0, B) (4-13)

j=1

Luego, a medida que n; aumenta, el termino p(y;(¢;;)|b;; €,) se aproxima al logaritmo de
la densidad de un modelo de efectos mixtos, es decir, In p(y;|b;;0,) = > ;n p(yi(tij|bs;
0,)), el cual es cuadratico en b; y tiene la forma de una distribucién normal multivariada.
En particular, usando una variante del teorema central del limite Bayesiano, y bajo
condiciones de regularidad, se tiene que a medida que n; — oo Rizopoulos (2012b)[p.71],:
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p(bi|T;, 8, y:;0) & N(b;, H ) (4-14)

donde b, son las estimaciones méximo verosimiles de In p(y;|b; 0,) con respecto a b, y
H; = —9%In p(y;|b; Oy)/é?b(?bT|b:Bi. Esto sugiere que a medida que n; aumenta, basta
con re-centrar y re-escalar el integrando para cada individuo, utilizando tnicamente la
informacion que proviene del modelo de efectos mixtos. Asi en vez de usar la trans-
formacién estdndar mediante la regla adaptativa de Gauss-Hermite, ecuacién (4-12),
Rizopoulos (2012a) propone ajustar el modelo de efectos mixtos, extraer las estimacio-
nes bayesianas empiricas b; = argmax, In p(y;, b; éy) y su matriz de covarianza f[i_ !
con H; = —0In p(y;, b;6,)/ dbob”|,_; 'y usar la transformacion:

E(A(0,b,)|T;,0i,y:;0)
~ 2B mA. FOp(E T b, 6) exp([bi]?) (1)

t1...tq

donde, 1; = BZ + ﬁé‘lbt, Bi es el factor Cholesky de I:IZ-, y éy son las estimaciones
de méaxima verosimilitud del modelo de efectos mixtos, visto en el capitulo 3. Este pro-
cedimiento es similar que la regla adaptativa de Gauss-Hermite, pero se implementa
solo al principio, al comienzo de la optimizacion, y por lo tanto no es necesario actua-
lizar los puntos de la cuadratura después, este procedimiento se denomina regla pseudo
adaptativa Gauss-Hermite (Rizopoulos, 2012a). En otras palabras, la idea de este enfo-
que es ajustar el modelo de efectos mixtos para las respuestas longitudinales y extraer
la informacién con respecto a la localizacion y escala de la distribucién posterior de
los efectos aleatorios dadas las respuestas longitudinales para cada individuo. Esta in-
formacién es luego usada para re-escalar apropiadamente las integrales especificas al
individuo en las ecuaciones (4-7) y (4-10). Las ventajas computacionales respecto a la
regla Gauss-Hermite estandar son:

= Se pueden usar pocos puntos en la cuadratura con resultados similares a la regla
estandar

= Se evita la reubicacién de los puntos de la cuadratura en cada iteracion lo cual es
computacionalmente demandante.

4.5. Inferencia asintética para modelos conjuntos

4.5.1. Test de hipotesis

Una vez se ha ajustado un modelo bajo el enfoque de méaxima verosimilitud, es posible
realizar los test asintoticos estandar. En general, si se esta interesado en realizar el
siguiente test de hipotesis
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Hy:0=60, versus H,:0+# 6, (4-16)

Es posible usar:

I.

II.

III.

Test de razén de verosimilitudes: En donde el estadistico de prueba se define
como:

LRT = —2{1(6,) +1(0)} (4-17)

donde 6, y 60 denotan los estimadores de maxima verosimilitud bajo la hipotesis
nula y alternativa, respectivamente.

Test score: En donde el estadistico de prueba se define como:

U = S7(80){1(80)} S (B) (4-18)

donde S(.) y I(.) denotan la funciones score y la matriz observada de informacién
del modelo bajo la hipdtesis nula.

Test de Wald: En donde el estadistico de prueba se define como:

W = (8 — 0,)"1(8)(8 — 6y) (4-19)

Bajo la hipétesis nula, la distribucién asintética de cada uno de estos test es una
distribucién Chi-cuadrada con p grados de libertad, con p los pardametros a ser
testeados.

4.5.2. Intervalos de confianza

Intervalos de confianza asintéticos del 95 % para los pardmetros de interés pueden ser

obtenidos mediante los estadisticos de Wald, esto es 6 + 1.963?6(@). Similarmente, inter-

valos de confianza asintéticos del 95 % para los valores ajustados se obtienen basados

en la distribucién normal asintética de los estimadores de méxima verosimilitud. Para

las evoluciones longitudinales promedio © = X3 en el proceso longitudinal se tienen
intervalos de confianza del 95 % de la forma:

X3 + 1.96(diag{Xvar(8)X"]"/? (4-20)

A

donde var(8) el bloque de la matriz Hessiana observada correspondiente a 3.
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4.6. Prediccion efectos aleatorios

Ya que los efectos aleatorios son asumidos como variables aleatorias, es natural prede-
cirlos usando un paradigma bayesiano. Sea p(b;; 0) la distribucién previa de los efectos
aleatorios y p(T3, d;|b;; @)p(y;i|bi; @) la verosimilitud condicional, se deriva la correspon-
diente distribucién posterior(Rizopoulos, 2012b)[p. 87.]:

p(T;, 6;|byi; 0)p(yi|bs; 0)p(bs; )
bi EJ 61'7 i 0 -
p(bi ¥ii6) p(T3,0:,yi - 0) (4-21)
o p(T5, 0i|bs; @)p(yi|bi; 8)p(b;; 0)

Al contrario del enfoque de los modelos lineales mixtos donde la distribucién posterior
usualmente, es una distribuciéon normal multivariada, en los modelos conjuntos esta no
tiene una solucién en forma cerrada, y por lo tanto, tiene que ser calculada numérica-
mente; sin embargo, a medida que numero de mediciones longitudinales n; aumenta, la
distribuciéon posterior converge a una distribucion normal.

Para describir la distribucion posterior, medidas estandar son cominmente utilizadas.
Para su localizacion la media o las estimaciones de maxima verosimilitud, son usadas
frecuentemente, estas se definen, respectivamente, como:

b; = [ bip(b;|T},d;,yi; 0)db;
(4-22)
b; = argméx,{In p(b|T;, 5, y:;0)}
Y como medida de dispersiéon se usa la varianza aposteriori o la matriz Hessiana inversa
de los efectos aleatorios:

UCLT(bi) = f(bz - Bi)2p(bi’Tm y Yis o)dbi

}1 (4-23)

Para la estimacion de las medidas de localizacion y dispersion anteriormente menciona-

H — _82 In p(b|T;,0;,y3; 0)
b obT0b

das se utiliza un enfoque bayesiano empirico en el cual se reemplaza @ por 6.

4.7. Diagndstico de modelos conjuntos

Para el diagnéstico del submodelo de sobrevivencia es posible usar los residuales de la
seccion 2.4 sin mayor inconveniente. Por otra parte, para el diagnostico del submode-
lo longitudinal es posible utilizar los residuales que se definieron en la seccién 3.6; sin
embargo, un problema surge al analizar estos residuales en el caso de abandono de par-
ticipantes por la ocurrencia del evento, debido a que se presenta una discontinuacién en
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la recolecciéon de los datos longitudinales al no poder seguir siendo recolectados.

El abandono por ocurrencia del evento, es de naturaleza no aleatoria visto desde el sub-
modelo longitudinal y por lo tanto, corresponde a un mecanismo MNAR. la naturaleza
no aleatoria del mecanismo de abandono implica que los datos observados, de donde se
calculan los residuales, no constituyen una muestra aleatoria de la poblaciéon objetivo.
Lo que implica que los graficos de residuales basados en los datos observados tinicamen-
te, pueden ser enganosos, ya que se espera que estos residuales no exhiban propiedades
estandar como media cero e independencia y si por el contrario muestren una tendencia
sistematica especialmente en los valores méas altos o bajos de los valores ajustados, segiin
la asociacion que se tenga de la variable tiempo-dependiente endégena con el evento. De
alli, que es necesaria una metodologia que tenga en cuenta el mecanismo de abandono no
aleatorio para calcular adecuadamente estos residuales y asi evaluar el ajuste el modelo.
Para superar este problema Rizopoulos, Verbeke, y Molenberghs (2010), proponen la
metodologia de imputacion multiple de residuales para los resultados de modelos con-
juntos de datos longitudinales y de sobrevivencia, la cual se expone a continuacion.

4.7.1. Imputaciéon miiltiple de residuales

Con el fin de juzgar adecuadamente los residuales del proceso longitudinal, los cuales se
ven afectados por la ocurrencia del evento, se presenta el procedimiento de imputacion
miltiple de residuales descrito por Rizopoulos et al. (2010), el cual propone aumentar
los datos observados mediante un ejercicio de simulacién, que permita imputar aleato-
riamente los datos faltantes, una vez obtenidos los datos “completos” se recalculan los
residuales para hacer un juzgamiento adecuado sobre el ajuste del modelo. No obstante,
en dicha imputacion ha de tenerse en cuenta dos casos concerniente al proceso de visi-
tas, en primer lugar se presenta el diseno donde se tienen horarios fijos de visita y en
segundo lugar cuando los horarios de visita son aleatorios como en el caso de la mayoria
de estudios observacionales retrospectivos.

= Horarios de visita fijos

Sean y? = {y;(t;;) : t; < T3, j = 1,...,n;}, las mediciones longitudinales para el indivi-
duo i antes de la ocurrencia del evento, y sean y™ = {y;(t;;) : t;; < Tj,5 = 1,...,n;} las
observaciones faltantes que se hubiesen obtenido antes de terminar el estudio, si el even-
to no hubiese ocurrido, tal como se definié en la seccién 3.2; tg, t1, ..., timee l0s tiempos
previamente establecidos para las mediciones longitudinales, las cuales estan disponibles
hasta el ultimo tiempo preestablecido antes de T}, es decir antes de la ocurrencia del
evento. Una vez se ha establecido el modelo y las estimaciones de maxima verosimilitud
de 6 y la estimacién de su varianza asintética VEZT(@), adoptando un enfoque bayesiano
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se procede a realizar la imputacién de faltantes.

El enfoque de imputacién miiltiple se basa en un muestreo repetido de la distribucion
posterior de y;* dados los datos observados, promediado sobre la distribucién posterior
de los pardametros. Bajo el modelo conjunto y el mecanismo de faltantes (el modelo
de sobrevivencia), la densidad de esta distribucién puede ser expresada de la siguiente
forma:

p(y{'y?. T;, 05) = /p(Yle;’,TMi;O)p(Oly;-’,Ti,&)dO (4-24)
donde

(YY", T, 655 8) = / p(ybi, 32, T, 653 0)p(bily?, T, 6:: 6)db,
(4-25)

ind._cond. / p(y!bi: 0)p(byly?, T;, 6;: 0)db;

Para la distribucién posterior de los parametros dados los datos observados, se usa el
argumento de la teoria Bayesiana asintética estandar, donde asumiendo que el tamano
de la muestra n es suficientemente grande, {@|y?,T;,0;} se puede aproximar bastante
bien por N (8, var(6)) (Cox y Hinkley, 1979) [p. 399], de esta manera Rizopoulos et al.
(2010) sugiere el siguiente esquema para imputar los datos faltantes:

1. Simular 89 ~ N{8,var(0)}.

1. Simular b ~ {b;|y?, T3, §;, 6V},

7

1. Establecer y7"® (tij) ~ N{mgl)(tij), 62D} para los tiempos de visitas preestable-
cidos t;; < T;,7 = 1, ,n; que no fueron observados para el individuo i, donde

. ~ (1) ~
i (t;) = xL(t;)B " + 2L (ti;)b.

)

Los pasos 1-3 se repiten para cada individuo, [ = 1, ..., L veces, donde L denota el ntime-
ro de imputaciones. Los pasos 1 y 2 consideran las incertidumbres en los parametros
y estimaciones Bayesianas empiricas, respectivamente, mientras que el paso 3 imputa
las respuestas longitudinales faltantes. Los pasos 1 y 3 son relativamente sencillos de
ejecutar ya que solo se requiere realizar un muestreo de una distribucién normal multi-
variada, sin embargo, la distribucién posterior de los efectos aleatorios dados los datos
observados en el paso 2 no tiene una forma estandar, y por lo tanto un procedimiento
mas sofisticado es necesario para realizar el muestreo de ella. Rizopoulos et al. (2010)
propone usar el algoritmo de Metropolis-Hastings con respuestas independientes de una
distribucion t centrada en las estimaciones empiricas Bayesianas de l;i, con matriz de
varianzas Var(b;) y cuatro grados de libertad. Los valores simulados de y;n(l)(tij) junto
con los valores de y? pueden ser usados para calcular los residuales de submodelo lon-
gitudinal.
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= Tiempos de visitas aleatorios

El siguiente esquema de imputacion se presenta cuando los tiempos de visitas son alea-
torios, donde los puntos del tiempo donde se toman las mediciones longitudinales, no
estan determinados por el diseno, sino por el contrario, pueden estar determinados por
el especialista o incluso por el mismo paciente. Dado que el modelo esta correctamente
especificado, el proceso de visitas puede ser ignorado, sin influenciar las propiedades
asintoticas de los estimadores de méxima verosimilitud, ver Rizopoulos (2012b)[p.163].

Sin embargo, el cdlculo en la imputacion multiple de residuales se ve afectado por la
posibilidad de visitas aleatorias. En particular los puntos del tiempo ¢ > T; para el
individuo 7 no estén disponibles, y por lo tanto, los renglones correspondientes a x/ (¢;;)
y z} (ti;), para t;; > T;, de las matrices de disefio X; y Z;, respectivamente, no estén
especificados. Este problema no se puede solucionar mediante un enfoque sencillo de
imputar y;", en unos puntos arbitrarios en el tiempo porque se podrian contaminar los
graficos de residuales produciendo muchos o muy pocos residuales positivos en rangos
especificos de los datos donde hay pocas observaciones. Un enfoque alternativo, sugerido
por Rizopoulos (2010) consiste en ajustar un modelo adecuado para el proceso de visitas
y usarlo para simular tiempos futuros de visitas para los individuos.

Sin perdida de generalidad, este esquema asume que todos los individuos tienen al
menos una medicién de la variable tiempo-dependiente endégena. Sea w;(k = 2, ..., n;)
el tiempo que transcurre entre las visitas £ — 1 y k para el individuo 7 y sea y; el vector
de respuestas longitudinales completo, es decir todas las respuestas longitudinales que
se hubiesen observado si el individuo no hubiese salido del estudio, el proceso de visitas
puede ser formulado como sigue:

P(Wik| Uiz, ooy Wi =1, Y73 O0) = D{wir|tin, ooy W1, ¥i(t1), ooy ¥i(tr—1); 00 } (4-26)

donde 8, es el vector que parametriza la densidad del proceso de visitas, tal que {8, 0,}
estan en espacios de parametros disyuntos. Para formular un modelo para el proceso
de visitas, se debe tener en cuenta que las visitas u; = (w2, ..., Uin,) de cada individuo
estan correlacionadas. Para datos de sobrevivencia multivariados existen principalmente
dos familias de modelos: modelos marginales y modelos condicionales o de fragilidad. El
enfoque de modelos marginales implica ajustar un modelo de Cox a los datos multivaria-
dos, tratandolos como si fueran independientes, para luego ajustar los errores estandar
usando un estimador tipo Sandwich, ver Rizopoulos, (2012b)[p.163]. Por otra parte los
modelos condicionales modelan explicitamente la correlacion usando variables latentes.
Similar a los modelos mixtos se tiene el supuesto de independencia condicional que
implica que las respuestas de sobrevivencia multivariadas son independientes dado el
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termino de fragilidad. Por lo tanto, los modelos de fragilidad requieren la especificacién
de tanto un modelo para las respuestas de sobrevivencia multivariadas condicionadas
en el termino de fragilidad y supuestos distribucionales adecuados para el termino de
fragilidad (Martinussen, 2009).

Ya que el propésito es simular el proceso de visitas para cada individuo, se necesita pro-
veer la especificaciéon completa de la distribucién condicional p{u|wiz, ..., w;ig—1, yi(t1),
o ¥i(tk—1); 0, }, y por lo tanto, un modelo condicional resulta mas adecuado. En parti-
cular, resulta 1til el modelo Weibull con un término de fragilidad Gamma, cuya distri-
bucién posterior del término de fragilidad dados los datos observados tiene una forma
estandar (Sahu, Dey, Aslanidou, y Sinha, 1997), lo cual simplifica la simulacién, este
modelo se define como:

MWk | T i, wi) = Ao(Wir)w; exp(xfi%), w; ~ Gamma(o,,0,) (4-27)

donde A(.) es la funcién de riesgo condicional en el termino de fragilidad w;, x,; es el
vector de covariables que contiene una forma funcional de las respuestas longitudinales
yi(tin), -, yi(ti, k—1)), v, es el vector de los coeficientes de regresién, y o' es la varianza
desconocida de los w;s. La funcién de riesgo base del modelo Weibull esta dada por:

(uzk> ¢wu1k 17 con ¢7 ¢ >0

Para realizar el esquema de simulacion, se asume que tanto el modelo conjunto como el
modelo de proceso de visitas han sido ajustados a los datos, y que los estimadores de
mdxima verosimilitud 6 y 0, y las correspondientes matrices de covarianza asintoticas,
var(0) y var(8,), respectivamente, se han estimado. Sea tqe €l tiempo del final del
estudio, y d,,ix, la funcién indicadora del evento correspondiente a u;;. Mas aun, teniendo
en cuenta el supuesto de no informacién, el tiempo de visita futuro w;,,+1 puede ser
simulado independientemente de y}*(¢;,,+1). De este modo, el esquema de simulacién
bajo las visitas aleatorias es:

I. Valores de los parametros

),)-

a) simular 8 ~ N(8,, var

(0
b) simular oY ~ N(@,vdr(é))

11. Fragilidades y efectos aleatorios

a) simular wl ~ Gamma(A, B), donde A = o) + Yoo Ouik, Y B = o) +
DS u kl exp{xmfyv)} para los individuos con 2 o mas visitas, y w(l)

R
Gamma(mg), JU(J)), para individuos con una visita.

b) simular b,gl) ~ {b;|y?, T}, 0;,6V}.
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III. Salidas.

o) simular o ~ Weibull (), 60l exp(xt )}

b) Establecer t; = ugl) +tin;, donde t;,, denota la dltima observacién del proceso
de visitas para el individuo 4. Si #; > #,,4, DO es necesario imputar y” para
el individuo 4, de lo contrario simular y" V(%) ~ N{m{"(%),6>®) donde,

~ ~_ ~(l ~_ A
i) (i) = xI (i)8" + 2F (i:)b".

c) Establecer t;,, = ti, v repetir el esquema a — b hasta que tin, > tmas Dara

todo 1.

Los pasos 1 a 3 se repiten [ = 1, ..., L veces. Este ejercicio de simulacién tiene en cuenta
la incertidumbre en ambos modelos, el modelo conjunto y el modelo de visitas. Del es-
quema anterior es claro que individuos con una sola medicién longitudinal no aportan
informacion al proceso de visitas, para estos casos solo se puede simular tiempos de
visitas futuros usando un modelo de fragilidad de la distribucién previa Gamma.

Un aspecto importante al aplicar el esquema de simulacién anterior es la forma del
predictor lineal en el proceso de visitas. El supuesto de la ecuacién (4-26) es el més
débil sobre el cual el modelo conjunto genera inferencias validas, aun si el proceso de
visitas es ignorado, pero un modelo que satisface (4-26) involucra muchos parametros
y por lo tanto, puede ser inestable. Un conjunto de supuestos mas fuertes pero quizas
mas adecuados son:

P(wik|wiz, ooy Wig—1, Y;"5 0y) = p{wir|wiz, ..., i g—1, ¥i(ti—1)); 00 } (4-28)

(Wit |z, ooy Wi—1, ;" 0y) = plwik|yi(ti—1); 0) (4-29)

La ecuacién (4-28) establece que el tiempo entre las visitas k — 1 y k depende en los
tiempos de visita pasados y en la ultima medicién longitudinal observada, en tanto que
la ecuacién (4-29) depende tnicamente de la ultima medicién longitudinal observada.
Estos supuestos describen la situacién en la cual los médicos o especialistas basan su
decision en una visita futura al paciente en el tultimo valor observado y posiblemente,
en el patron de visitas. Bajo el supuesto (4-28), la funcién de riesgo condicional en el
termino de fragilidad, toma la siguiente forma:

Mugly: (1), w;) = Xo(wip)w; exp{~,yi(ti_1)}, w; ~ Gammal(o,,o,) (4-30)



5. Aplicacion

5.1. Descripcion del problema

La metodologia descrita en este trabajo se aplicara a un conjunto de datos relacionados
con pacientes infectados por el virus SARS-CoV-2, que causa la enfermedad Covid-19.
Aunque la literatura ha descrito ampliamente los factores de riesgo demogréficos y clini-
cos, asociados con peores resultados, la mayoria de estos estudios han sido desarrollados
utilizando variables de corte transversal al momento del ingreso del paciente al centro
médico (Lasso et al., 2022). Por otra parte, estudios de caracter longitudinal han sido
desarrollados, aunque en menor medida, los cuales explican la asociacién de marcadores
con el riesgo de muerte en pacientes en estado critico, se hace necesario comprender de
manera exhaustiva los marcadores asociados al desarrollo de la enfermedad en diferentes
zonas geograficas, con el fin de mejorar el prondstico y los tratamientos especificos para
cada grupo poblacional (Abers et al., 2021)

La razon principal por la que se usa la metodologia de modelamiento conjunto para la
aplicaciéon a desarrollar, radica en que un subconjunto de las variables que se encuen-
tran en el conjunto de datos son de tipo tiempo-dependiente endégeno. Por lo tanto, al
utilizar esta metodologia, se satisface la ecuacion (2-21). Ademads, es de especial interés
establecer si existe alguna relacion entre las variables longitudinales y el desenlace de
sobrevivencia de los individuos.

Otra motivacién para abordar este problema mediante el modelamiento conjunto, es que
segun la revision de literatura, existen fuertes asociaciones entre algunos biomarcadores
y el desenlace clinico del paciente. En particular, Ponti et al. (2020) identificaron en una
revisién sistematica de literatura, algunos biomarcadores asociados con la enfermedad,
en estudios de origen asiatico, tal y como se muestra en la tabla 5-1. Sin embargo,
es importante verificar estos resultados en cohortes de diferentes dreas geograficas, ya
que las caracteristicas poblacionales pueden ayudar a entender mejor el desarrollo de la
enfermedad.

En cuanto a los estudios observacionales retrospectivos, se han encontrado asociaciones
entre niveles anormales de biomarcadores, mediados por tratamientos y otras covaria-
bles, con el riesgo de muerte por Covid-19. Uno de los biomarcadores de especial atencién
ha sido la Interleucina (IL-6), se ha encontrado que niveles altos de este biomarcador
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Sistema Biomarcador

Hematolégicos | Recuento de linfocitos

Recuento de neutroéfilos

Relacion neutréfilos-linfocitos (NLR)
Inflamatorios | Proteina C reactiva (PCR)

Velocidad de sedimentacién globular (VSG)
Procalcitonina (PCT)

Inmunolégicos | Interleucina (IL)-6

Bioquimicos | Dimero-D

Troponina

Creatina quinasa (CK)

Aspartato aminotransferasa (AST)

Tabla 5-1.: Biomarcadores asociados a la progresion de la enfermedad COVID-19. To-
mado de Ponti et al., (2020)

estdn fuertemente asociados con la mortalidad (Abers et al., 2021). Ademas, se ha detec-
tado que los pacientes tratados con Remdesivir y Dexametasona, redujeron a la mitad
los niveles de IL-6 después del tratamiento (Copaescu et al., 2021). En cuanto a otros
biomarcadores, se ha identificado que los pacientes que no sobrevivieron mostraron ni-
veles més altos de glébulos blancos, tales como: neutréfilos, PCR, (reaccién en cadena
de la polimerasa) y BUN (Nitrégeno ureico en la sangre, por sus siglas en inglés), asi
como niveles mas bajos de linfocitos y eosindfilos, que los pacientes que sobrevivieron
(Lasso et al., 2022).

En el mismo orden de ideas, diversos estudios han encontrado niveles de Dimero-D
elevados de forma significativa en pacientes con Covid-19 grave, en comparacion con
sujetos con sintomas leves. En Guan et al. (2020), los autores presentan un estudio
retrospectivo con 1099 pacientes infectados con Covid-19, donde analizaron diferentes
variables recolectadas en pacientes durante la instancia hospitalaria, respecto a los va-
lores de Dimero-D encontraron niveles elevados en el 46 % de todos los pacientes, en el
60 % de los pacientes que presentaron enfermedad severa y en el 69 % de los pacientes
con Covid-19 grave (Internacién en UCI o muerte). Respecto a valores diferenciados por
desenlace en pacientes con Covid-19, Zhou et al. (2020) presenta un estudio retrospec-
tivo de cohorte de 191 individuos internados en los hospitales de Jinyintan y el hospital
pulmonar en Wuhan, China, en este estudio encontraron diferencias significativas en la
mediana de los niveles de Dimero-D, para no sobrevivientes vs sobrevientes, 5200 ng/ml
vs 600 ng/ml, respectivamente.

Teniendo en cuenta que uno de los objetivos del trabajo es cuantificar la asociacién del
marcador Dimero-D con el riesgo de sobrevivencia en pacientes infectados con Covid-19,
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se presenta una breve descripcién del marcador sin un abordaje clinico exhaustivo. El
Dimero-D resulta de la accion secuencial de la trombina, el Factor XIIla y la plasmina,
es un producto de degradacién generado a partir de la digestién de la fibrina, luego
resulta ser un importante biomarcador de activacién de la coagulacion y la fibrindlisis
(Riley, Gilbert, Dalton, Pai, y McPherson, 2016). En la figura 5-1 se puede observar el
mecanismo de formacion de este biomarcador.

Fibrindgeno
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Figura 5-1.: Degradacién de la fibrina en Dimero-D. Tomado de Riley et al., (2016).

La generacion de Dimero-D en el organismo estd relacionada en algunos casos con el
proceso de sepsis, una complicacion de las enfermedades infecciosas, especialmente bac-
terianas, que se asocia con una activacién de la coagulacion. La sepsis se caracteriza por
un aumento en la generacién de trombina y una disminucién en las defensas naturales
(anticoagulantes) del organismo. Una vez que el cuerpo detecta una infeccién por mi-
croorganismos, la interaccion entre el sistema inmunoldgico y el sistema de coagulacion
entra en accién (inmunotrombosis). Sin embargo, cuando estos mecanismos se activan
de manera indiscriminada, como consecuencia de una infeccién sistémica, se produce un
cuadro denominado coagulacién intravascular diseminada, caracterizado por la presen-
cia de depdsitos masivos de fibrina en la circulacion, lo que puede causar dano organico
(Paramo Hernéndez, 2021).
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Como lo describen Siddigi y Mehra (2020), los casos mas severos de la Covid-19 con-
sisten en una respuesta hiperinflamatoria, Fase 3, figura 5-2. En esta fase se suelen
presentar vasoplejia, insuficiencia respiratoria, e incluso, en los casos mas graves colapso
cardiopulmonar.
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Sintomas Leves: SDRA
Fiebre > 99.6° F Disnea (IlA) e Hipoxia (lIB} SIRS/Shock

I (Pa02/Fi02<300mmHg) Falla Cardiaca

Imégenes de Torax Abdominales Marcadores Inflamatorios Altos
Linfopenia Transaminitis (CRP, LDH, IL-6, Dimero-D, Ferritinina)
Procalcitonina Normal Baja Elevacidn de Troponina y NT-pro-BNP

Figura 5-2.: Clasificaciéon de los estados de la enfermedad de Covid-19. Tomado de
Siddiqi y Mehra (2020).

5.2. Analisis descriptivos

El estudio de sobrevivencia en pacientes con la enfermedad del Covid-19, incluye 132
pacientes hospitalizados' con prueba PCR positiva para el virus SARS-COV2, en 5
Hospitales de manejo clinico de alta complejidad distribuidas en el territorio colom-
biano (entidades de tercer nivel ?). El perfodo de desarrollo de la enfermedad con su
correspondiente desenlace en la cohorte de pacientes se dio en el periodo temprano de la
pandemia es decir, cohorte de infectados desde marzo 2020 hasta julio del mismo ano,
momento en el cual no se disponia de vacunas y la informacién acerca del desarrollo
de la enfermedad era escasa. De los 132 pacientes, 43 (33 %) tuvieron desenlace fatal
(Muerte), en cuanto a los 89 (67 %) restantes fueron censurados a la fecha de alta del
centro hospitalario.

!Clinicas grupo Keralty Colombia
2Decreto N° 780 de 2016
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Durante la estancia hospitalaria se realizo la medicién del biomarcador Dimero-D, que
mide la activacion de la coagulacion y la fibrindlisis. Como se vio en la descripcién del
problema, diversos estudios han encontrado Niveles de Dimero-D elevados en pacientes
con Covid-19 grave, en comparacién con aquellos cuyos sintomas fueron leves. Para el
analisis de este trabajo se incluyeron pacientes con 3 o mas mediciones del biomarcador,
en la figura 5-3 se muestra el porcentaje de pacientes por desenlace segin el niimero de
muestras realizadas. Se observa que el porcentaje de pacientes con desenlace Muerte, a
los que se realizaron 3 mediciones, es del 30.2 %, porcentaje menor respecto a pacientes
que a la fecha del alta se encontraban vivos, que es del 45.6 %, lo que es evidente dado
que al inicio de la pandemia era de interés hacer seguimiento a aquellos pacientes con
sintomatologia aguda.

Mediciones Dimero-D2

[ 2 wediciones
[ ] 4 wediciones
5 Mediciones
[ s wediciones
B - 5 veciciones

Figura 5-3.: Porcentaje de pacientes segiin el niimero de mediciones longitudinales por
desenlace. Grafica izquierda desenlace muerte, grafica derecha alta del
centro hospitalario.

En la figura 5-4, se observa en la parte izquierda, la distribucion de las visitas antes de
las muertes y las censuras (figura derecha), dichas visitas correspondientes a los pun-
tos en el tiempo en que el personal médico decidia que se debia hacer la medicion del
biomarcador dependia de criterios médicos y no estaba asociado a la prognosis del pa-
ciente al no disponerse de suficiente informacion de la relaciéon del biomarcador con la
evolucién de la enfermedad. En estas gréaficas los seguimientos estan alineados al punto
0 del tiempo que es donde se presento la muerte o la censura. Ademas los tiempos de
visita no estaban predeterminados y a menudo dependian de la evolucién del paciente.
El nimero promedio de visitas para los pacientes con desenlace fatal 5 dias antes de
fallecer fue de 1.9, en comparacion con los pacientes censurados al alta, que tuvieron un
promedio de 1.6 visitas en la misma ventana de tiempo.

En particular, uno de los objetivos de este trabajo es determinar si el biomarcador
Dimero-D puede utilizarse para distinguir entre los pacientes que fallecieron dentro de
un intervalo de tiempo médicamente relevante después de su tultima evaluacion y los
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Figura 5-4.: Tiempos de seguimiento por paciente segin desenlace.

pacientes que vivieron por mas tiempo. En la figura 5-5, se pueden observar las trayec-
torias longitudinales especificas por individuo segiin su desenlace, junto con una curva
suavizada de la evolucién promedio del marcador en la ventana de tiempo en la que se
tomaron las mediciones. Se puede observar que los pacientes con desenlace fatal tuvie-
ron, en promedio, un mayor aumento en los niveles de Dimero-D a lo largo del tiempo en
comparacion con aquellos que fueron dados de alta. Ademas, los niveles del biomarcador
tanto al inicio como al final del estudio son consistentemente mas altos para los pacientes
con desenlace fatal, con niveles de Dimero-D en su mayoria por encima de los 2000 ng/ml.

En la figura 5-6 se observa una muestra de 16 pacientes con desenlace fatal, ademéds
se hace evidente que en general para la mayoria de pacientes se tiene una pendiente
positiva en la evoluciéon del marcador. Por otra parte el nivel del biomarcador al inicio
de las mediciones es diferente para cada individuo, donde aquellos que exhibieron un
nivel alto por encima de los 2000 ng/ml, tuvieron un desenlace fatal en un intervalo de
tiempo mas corto, tal es el caso de los pacientes 12, 19 y 38, con muerte menor a 10 dias,
en contraste pacientes que al inicio de las mediciones exhibieron un nivel por debajo de
los 2000 ng/ml tuvieron un tiempo hasta la muerte mayor a los 10 dias, tal es el caso de
los pacientes 4, 5, 17, 31, 64, 109, 113 y 120. En tanto se tienen pacientes que ingresaron
con niveles altos del biomarcador por encima de los 2000 ng/ml, posteriormente exhibie-
ron una mejoria respecto al nivel de Dimero-D, el cual disminuyo, sin embargo, al poco
tiempo se evidencia nuevamente un incremento del biomarcador, con el posterior dece-
so, con tiempo hasta la muerte mayor a los 18 dias, tal es el caso de los pacientes 37 y 127.
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En la figura 5-7 se observa una muestra de 16 pacientes censurados a la fecha de alta,

en general son pacientes que no exhibieron un nivel de Dimero-D alto al inicio de las

mediciones, por debajo de los 2000 ng/ml, a excepcién de los pacientes 28 y 106, sin
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embargo, exhibieron una disminucién significativa al cabo de los primeros dias. Si bien
se observa una pendiente positiva en la evolucién de este marcador, en los pacientes 26,
27,49, 55, 73 y 124, no es una pendiente pronunciada. Con respecto a los pacientes 14,
18, 47, 56, 83 y 111 se observa una pendiente negativa, con sus ultimas mediciones de
Dimero-D por debajo de los 1000 ng/ml.
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Figura 5-7.: Muestra evolucién biomarcador Dimero-D (ng/ml) pacientes que no pre-
sentaron el evento. M: muerte, S: No presentaron el evento

Dado que el rango de los valores de Dimero-D es amplio, como se observa en el his-
tograma de la figura 5-8, y presenta una cola pesada a la derecha, se ha utilizado la
transformacion logaritmo natural de las mediciones con el fin de trabajar con datos mas
homogéneos y reducir la varianza entre las mediciones. Las trayectorias longitudinales
del logaritmo natural del biomarcador se pueden observar en la figura 5-9.

Al comparar el logaritmo de la primera medicién del marcador contra la tltima por
desenlace se observa en la figura 5-10 que la mediana del marcador para sujetos con
desenlace fatal tuvo un incremento significativo en su ultima mediciéon 7.19 a 8.30; sin
embargo, para sujetos censurados a la fecha de alta el valor de la mediana no tuvo una
variacion notable de 6.60 a 6.74.
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Figura 5-8.: Histogramas niveles del biomarcador Dimero-D (ng/ml) izquierda y log
Dimero-D, derecha.
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Figura 5-9.: Niveles log Dimero-D por desenlace. M: Muerte, S: No presentaron el
evento.

5.3. Modelo

5.3.1. Descripcién de variables

De la base de los 132 pacientes hospitalizados se obtuvo la informacion de covariables
basales y tiempo dependientes, asi como los tiempos de falla y de censura, esta ultima
tomada como el tiempo al alta del centro hospitalario. La identificacion de cada uno de
los pacientes esta asociado a la variable Pacienteld, para el planteamiento de los mo-
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Figura 5-10.: Boxplot primera y ultima medicién logaritmo natural biomarcador
Dimero-D por Descenlace

delos longitudinal, de sobrevivencia y del modelo conjunto se especifican las siguientes
variables:

= Y} : Medicién del biomarcador Dimero-D del individuo i en el tiempo j (ng/ml).

» Tratamiento; : 1 si el individuo ¢ recibié combinaciéon de Enoxaparina sodica 40
Mg con Acido acetil Salicilico 100 Mg, 0 si solo recibié Enoxaparina sodica 40
Mg. Esta variable era determinada por criterio médico luego no corresponde a un
diseno experimental.

» Fdad; : Edad en anos cumplidos del individuo 7 a la admisién.
s GeneroM : Genero del individuo ¢, M para masculino, F para femenino.

s FRA; : 1 si el individuo ¢ fue clasificado con enfermedad respiratoria aguda a
la admision, 0 en otro caso. La enfermedad respiratoria aguda se considero si el
individuo llevaba méas de dos semanas con sintomatologia.

» Temperatura (aTemp;) : Temperatura corporal del individuo i a la admisién, en
grados centigrados (C°).

» Frecuencia cardiaca (aFrecc;) : Frecuencia cardiaca del individuo i a la admisién
(latidos por minuto).

» Frecuencia respiratoria (aFrecr;) : Frecuencia respiratoria del individuo i a la
admision (Respiraciones por minuto).

» Nivel de saturacion de oxigeno (asaturacionQOs;) : Nivel de saturacién de oxigeno
del individuo i a la admisién (% de oxigeno en la sangre).
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5.3.2. Modelo Longitudinal

Para la definicién del modelo longitudinal se partié de dos modelos de efectos mixtos,
el primero un modelo de interceptos aleatorios ecuacién (5-1) y el segundo un modelo
interceptos-pendientes aleatorias ecuacion (5-2):

Yi; = Bo + Bitij + BoTratamiento; + BsEdad; + fsGeneroM; + Bs ERA; + Bgalemp;
+ Brafrece; + Bsgafrecr; + BoasaturacionOqy; + Bro{Tratamiento; x Edad;}
+ bo; + €5 1=1,...n;
(5-1)

Yi; = Bo + Bitij + BoTratamiento; + BsEdad; + fsGeneroM; + B ERA; + Bgalemp;
+ Brafrece; + Bsafrecr; + BoasaturacionOgy; + Bio{Tratamiento; X Edad;}
+ bo; + biiti; + €ij j=1..n;
(5-2)

donde by; y by; son el efecto aleatorio asociado al intercepto y el efecto aleatorio asociado a
la pendiente de la trayectoria longitudinal para el biomarcador Dimero-D en el individuo
1, respectivamente. Para elegir entre qué estructura de efectos aleatorios es la mejor, se
realizd un test de razén de verosimilitudes, con el fin de evaluar si los efectos aleatorios
asociados a las pendientes aleatorias resultan significativos, es decir:

Ho . V@T(b2i> =0A COU(bh’, bgl) =0 VS. H1 . Var(bgi) 7é 0OA CO'U(bli, bQZ) 75 0 (5—3)

El resultado del test indica que resulta conveniente incluir un modelo que incluya los
efectos aleatorios asociado a by; (valor p < 0.0001), incluso los criterios de informacién
AIC y BIC resultan ser menores en este modelo, asi como la log-verosimilitud resulta
ser mayor, tabla 5-2. Dado que el modelo (5-2) resulta ajustarse mejor a los datos, se
seguird con este para los anélisis siguientes. Los resultados del modelo (5-2) se presentan
en la tabla 5-3.

Modelo df AIC BIC logLik Test L.Ratio p-value
Inte. 13 1412.763 1470.031 -693.381
Inte.-Pendiente 15 1343.813 1409.891 -656.907 1wvs 2 72.950 <0.0001

Tabla 5-2.: Test de razén de verosimilitud-modelos interceptos aleatorios y pendiente-
intercepto aleatorios

Del modelo (5-2) se observa que las variables que resultan ser significativas son el tiempo
de observacién del biomarcador, ERA, la frecuencia respiratoria a la admisién a un nivel
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Variable Value Std.Error df t-value p-value
Intercepto 4936 3.611 483 1.367 0.172
ObsTime 0.024  0.007 483 3.589 0.000
Tratamiento -0.218 0.680 122 -0.321 0.749
FEdad 0.004  0.006 122 0.741 0.460
Genero 0.050  0.140 122 0.355 0.723
ERA 0.356  0.146 122 2.443 0.016
aTemp 0.067  0.095 122 0.702 0.484
afrecc -0.001  0.004 122 -0.221 0.825
afrecr 0.034 0.013 122 2.648 0.009
asaturacionOy -0.017 0.009 122 -1.809 0.073
Tratamiento x Fdad 0.005  0.010 122 0.502 0.617

Tabla 5-3.: Modelo de efectos mixtos - pendiente e intercepto aleatorios

de significancia del 5 %; sin embargo, antes de decidir qué variables escoger en el modela-
do, se comparan tres estructuras de correlacion para la matriz R;, es decir, la correlacion
inducida por la fuentes de variacién de las respuestas dentro de los individuos. La tabla
5-4 resume los valores de los criterios AIC, BIC y el valor de la log-verosimilitud para
3 estructuras de correlacion, independencia entre los errores de observacion, estructura
de correlacién simétrica compuesta, ecuacién (3-10) y estructura de correlacién espacial
Gaussiana, ecuacién (3-11).

Estructura de Correlaciéon AIC BIC logLik

Independencia 1.282 1.348 -626
corCompSymm 1.345 1.416 -656
corGaus 1.300 1.370 -634

Tabla 5-4.: AIC, BIC y logverosimilitud 3 estructuras de correlacion

Una vez se selecciono la estructura de covarianza del modelo, se procedié a la seleccion
de variables mediante una rutina Stepwise bajo el criterio de informacion de Akaike
(AIC), el modelo con el menor AIC resulto ser:

Yij = Bo+ Bitij + B2 ERA; + Bsafrecr; + BaasaturacionOq;

. (5-4)
+bo; + buitij + €ij J=1..,n

En el modelo de la tabla 5-5, se encuentra una fuerte asociacién en el incremento de
la media marginal debido al tiempo de observacion, en particular por cada dia trans-
currido, la media marginal del biomarcador Dimero-D incrementa en aproximadamente
(e%02 — 1) &~ 2,45 %. Por otra parte, individuos clasificados con enfermedad respirato-
ria aguda a la admisiéon, tenfan un valor promedio del marcador aproximadamente un
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Variable Value Std.Error df t-value p-value
Intercepto 7.642  0.875 483 8.733 <0.0001
ObsTime 0.024  0.007 483  3.579 0.000
ERA 0.328  0.139 128 2.359 0.020
afrecr 0.033  0.012 128 2.624 0.010
asaturacionO, - 0.016 0.009 128 - 1.810 0.073

Tabla 5-5.: Modelo Efectos Mixtos-seleccién de variables AIC

(e2328 — 1) ~ 38.81 % mds alto versus aquellos que no. Respecto a la frecuencia respi-
ratoria a la admisién por cada unidad en el aumento de las respiraciones por minuto

0033 _ 1) ~ 3.33 % mayor. Finalmente y segiin

se tenia un nivel del biomarcador un (e
lo que se esperaria dadas las caracteristicas de la enfermedad, a menor saturacion de
oxigeno, se presenta una menor capacidad del cuerpo para transportar oxigeno y por
tanto, una turbulencia en el flujo sanguineo; en particular, el modelo sugiere que por
cada unidad en el aumento del valor de saturacién de oxigeno a la admisién, se tenia un

nivel de biomarcador aproximadamente un (1 — e¢~%916) ~ 1.62 % menor.

Como se menciono en la seccién 3.2.4, para realizar el andlisis de residuales se procede
en primera instancia los residuales marginales que corresponden a la version jerarquica
del modelo dada en la ecuacién (3-37), un grafico de estos residuales se presenta en la
figura 5-11. Sin embargo, dado que los residuales definidos en (3-38) pueden estar co-
rrelacionados y no necesariamente tienen un rango constante en el grafico de dispersion
entre los residuales vs los valores ajustados, se utiliza la transformacién de Cholesky de
r; dada en la ecuacién (3-42). Un grafico de los residuales ajustados 7} vs los valores
predichos ajustados fif; se presenta en la figura 5-12, en este gréfico no se observa una
tendencia sistematica de los residuales indicando una buena calidad de ajuste del modelo.

Ajustando un modelo de regresion lineal entre la transformacién de las covariables y el
logaritmo del nivel del Dimero-D (3-43), se realiza un QQ-Plot, (figura 5-13), donde no
se observa razones para deducir que se viola el supuesto de normalidad de los errores.

En segundo lugar se analizan los residuales condicionales que se utilizan para evaluar
la versién jerarquica del modelo (3-44). En la figura 5-14 se observan los residuales
estudentizados condicionales segin la ecuacién (3-47), se graficarén dos bandas de 2.5
desviaciones estandar con el fin de identificar posibles outliers del modelo, se observa que
las observaciones 3, 8, 12, 13, 16 corresponden al individuo 1 para el cual la trayectoria
del biomarcador tiene una tendencia no lineal, asi mismo las observaciones 301, 303 y
305 corresponden al individuo 68 que igualmente tiene una trayectoria del biomarcador
no lineal; sin embargo, al realizar nuevamente el ajuste del modelo retirando los indivi-
duos con estas trayectorias no lineales, la variacién en la estimacion de los parametros
del modelo no varia méas alla de un 10 %.
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Figura 5-11.: Residuales Marginales Modelo Mixto
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Figura 5-12.: Residuales marginales, transformacion de Cholesky, r; vs fifj;,

Respecto al supuesto de normalidad se realiza un QQ-PloT para los residuales condi-
cionales, figura 5-15; sin embargo, como se menciono en la seccién 3.6.2, es usual que
se tengan desviaciones de la normalidad al estar confundidos con el vector de efectos
aleatorios.

Para evaluar el supuesto de normalidad de los efectos aleatorios se realizo un QQ-plot
de cada efecto aleatorio predicho, la figura 5-16 indica que a pesar de que hay una ligera
desviaciéon de la normalidad, se considera que el supuesto de normalidad es adecuado.
En los anteriores QQ-Plot, se observan valores alejados de las colas de las distribucion
hipotética; detalle que se podria modelar en trabajos futuros como se detallara en dicha

seccidn.
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Figura 5-13.: QQ-Plot de los residuales marginales

<
2. *13
[%]
[=]
k-]
8 .
2 oo
@ .
k-]
2
7]
a
(%]
2
(] .
c
2 o .
(3]
k=] .
c
] .
o
@ .
o
(]
H]
3 «~
a O
a
n: . - =305
* 563 . . .
3 301 273 468
8 + 16
T T T T T T T T
55 6.0 6.5 7.0 75 8.0 8.5 9.0

Valores ajustados condicionales

Figura 5-14.: Residuales condicionales estudentizados

Finalmente, se utilizo la ecuacion 3-31, para encontrar las predicciones de los efectos
aleatorios bajo el modelo de la ecuacion 5-4, en el grafico 5-17 se observan estas predic-
ciones por desenlace, en general se observa que pacientes con desenlace muerte el modelo
establece interceptos y pendientes elevadas lo que es consistente con las trayectorias ob-
servadas en los graficos descriptivos.
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Figura 5-15.: QQ-Plot de los residuales condicionales
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Figura 5-16.: QQ-Plot de los efectos aleatorios

5.3.3. Modelo de sobrevivencia

Para la formulacion del submodelo de sobrevivencia se utiliza el modelo de riesgos pro-
porcionales de Cox de la ecuacién (2-7):

hi(tlw;) = ho(t) exp(y" w;)
= ho(t)exp(nTratamiento; + v Edad; + y3GeneroM; + 4 ERA; (5-5)

+ vsal'emp; + vysafrecc; + yrafrecr; + ygasaturacionOsy;
+ yo{Tratamiento; x Edad;})

donde hy(t), es la funcién de riesgo base sin especificar. Los resultados del modelo
propuesto se presentan en la tabla 5-6.
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Figura 5-17.: Prediccién de los efectos aleatorios por desenlace. M: Muerte, S: No pre-

sentaron el evento.

w v exp(y) Error Est. InfIC (95%) Sup IC (95%) z Pr(> |z])
Tratamiento 0.571 1.771 0.334 0.920 3.409 1.710 0.087
Edad 0.020 1.020 0.013 0.994 1.046 1.492 0.136
Genero -0.345 0.709 0.338 0.365 1.374 - 1.020 0.308
ERA 0.298 1.347 0.329 0.707 2.565 0.905 0.366
aTemp -0.052  0.949 0.241 0.592 1.522 - 0.217 0.828
afrecc -0.021  0.979 0.011 0.957 1.001 - 1.873 0.061
afrecr 0.038 1.038 0.028 0.982 1.098 1.318 0.187
asaturacionOy - 0.030  0.970 0.023 0.928 1.014 - 1.330 0.183

Tabla 5-6.: Modelo de Riesgos Proporcionales de Cox ajustado a los datos de muerte
por Covid-19

Se realiza seleccién de variables de acuerdo al criterio de informacién de Akaike (AIC)

mediante una rutina stepwise tanto backward como forward obteniendo el mismo mo-

delo final, el cual inicamente tiene como covariable el termino de la edad. Los resultados

del modelo mediante esta rutina se presentan en la tabla 5-7.

Con el fin de validar la hipdtesis de riesgos proporcionales se ejecuto la prueba de hipote-

sis de la ecuacion, se obtuvo un estadistico Chi-cuadrado de 0.726 con 1 grado de libertad

correspondiente a la edad, la decisién es no rechazar Hy (valor p de 0.39), es decir, no

existe evidencia estadistica para decir que se viola el supuesto de riesgos proporcionales.

En la figura 5-18 se observa el comportamiento de las curvas de sobrevivencia para
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w; v  exp(y) Error Est. InfIC (95%) SupIC (95%) =z Pr(>|z|)
Edad 0.030 1.031 0.012 1.007 1.055 2.572 0.0101

Tabla 5-7.: Modelo final de riesgos proporcionales de Cox ajustado a los datos de muer-
te por Covid-19

individuos hipotéticos de edades 30, 50 y 70 anos.
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Figura 5-18.: Estimacién curvas de sobrevivencia por perfiles de edad, de acuerdo al
modelo de riesgos proporcionales.

Finalmente, se utilizan los residuales devianza de la ecuacién (2-18) para evaluar el
ajuste del modelo y detectar posibles outliers, en la figura 5-19 se presentan los valores
de estos residuales vs el indice de los individuos con bandas de 2.5 desviaciones estandar.
Se observa que el individuo 49 tiene el valor mas negativo de los residuales devianza,
incluso fuera de la banda inferior, lo que indica que el individuo fue censurado en un
tiempo alto ¢ = 30 ain cuando de acuerdo a su edad, 82 anos, la probabilidad de que
su tiempo hasta la falla fuese mayor que ¢ = 30 era relativamente “baja”.

5.3.4. Modelo conjunto

Una vez estimados los “mejores” modelos, tanto de sobrevivencia como el longitudinal,
se formulo el modelo conjunto segin la ecuacién (4-1); sin embargo, dado el problema de
escalamiento en el algoritmo de optimizacién (Rizopoulos, 2012b)[pag. 76|, se escalo la
variable de valor de la saturacion de oxigeno a la admisién, dividiendo sus valores por la
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Figura 5-19.: Residuales devianza modelo final riesgos proporcionales de Cox.

desviacion estandar de la muestra I{asaturacionOs;}, lo cual ayudo a la convergencia
de algoritmo, el modelo conjunto queda definido de la siguiente manera:

hi(t|M;(t), w;) = ho(t) exp{y1 X Edad; + o x m;(t)} (5-6)

donde

yi(t) = mi(t) + &(t)
mz(t) = B() + Bltij + /BQERAZ + ﬁgafTGCTi + Bﬂ{asaturacz’o’nOgi} + biO + biltij )
iid iid
con b;y”~"N(0,D), ¢€(t)"~"N(0,0?)
(5-7)

ademas,

» hy(t), representa la funcién de riesgo base,

= y;(t), es el logaritmo natural del valor observado del biomarcador Dimero-D para
el individuo 7 en el instante de tiempo ¢ y

= m;(t) es la estimacion del logaritmo de las verdaderas pero no observadas trayec-
torias longitudinales del biomarcador Dimero-D mediante el modelo (3-2).

Se escogid para la definicién de la funcion de riesgo base la funcién Weibull, definida como
ho(t) = ¢ot?—' ya que se obtuvo el modelo con el menor BIC (Tabla 5-8). Teniendo en
cuenta el enfoque propuesto para la aproximacién de las integrales en (4-10) , se hizo
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un estudio comparativo de los tiempos que tomaba realizar las estimaciones mediante la
regla de cuadratura de Gauss-Hermite estandar vs la regla pseudo-adaptativa de Gauss-
Hermite, en los resultados utilizando diferentes ntimeros de puntos de la cuadratura,
tabla 5-9, se observa que la regla pseudo-adaptativa con 5 puntos en la cuadratura es
una buena opcién al tener un tiempo de convergencia de 6.3 segundos con estimaciones
razonables en términos de las medidas de calidad de ajuste vs las otras estimaciones.

Método log.Lik AIC BIC
Piecewise-PH-aGH -804.314 1644.623 1696.514
spline-PH-aGH -806.809 1653.619 1711.275

Weibull-PH-aGH  -807.159 1640.318 1677.795
Weibull-AFT-aGH -808.167 1642.335 1679.811

Tabla 5-8.: Seleccién de funcién de riesgo base ho(t).

Estandar GH Pseudo-adaptativo GH
Puntos de la cuadratura 3 5 13 3 5 13
Intercepto 10.057 8.659 7.904 7.746 7.743 7.741
ObsTime 0.035 0.044 0.025 0.028 0.028 0.028
ERA -0.217 0.376 0.348 0.331 0.333 0.328
afrecr 0.015 0.041 0.028 0.032 0.032 0.033
I(asaturacionOs) -0.263 -0.208 -0.128 -0.123 -0.123 -0.123
(Intercept) -16.303  -18.524  -17.175 | -17.630  -17.635  -17.459
Edad(v) 0.021 0.020 0.019 0.020 0.020 0.020
Assoct(a) 1.100 1.390 1.268 1.303 1.302 1.289
In(shape) 0.664 0.658 0.614 0.625 0.627 0.618
scale 1.943 1.930 1.849 1.869 1.871 1.856
log. Lik -829.497 -812.159 -806.227 | -807.186 -807.159 -807.207
AIC 1684.995 1650.318 1638.453 | 1640.372 1640.318 1640.414
BIC 1722.471 1687.794 1675.930 | 1677.848 1677.795 1677.890
Tiempo (s.) 2.52 11.33 61.03 3.73 6.30 44.06

Tabla 5-9.: Comparativo de estimaciones para diferente nimero de puntos en la cua-
dratura de la regla de G-H estandar vs la regla pseudo-adaptativa de G-H

El modelo conjunto también encuentra una fuerte asociacion entre el logaritmo del
biomarcador Dimero-D y el riesgo de morir. En particular, con el incremento de una
unidad del log(Dimero-D) el riesgo de morir se incrementa exp(«) =3.67 veces,(95 % CI:
2.05;6.59), es decir, incrementos porcentuales a % del biomarcador del nivel de Dimero-
D implican un aumento en el riesgo en ((1 4 a)®* — 1) %, un ejemplo de ello se observa
en el modelo (5-6), el cuél sugiere que cuando el nivel de Dimero-D se incrementa en un
10 %, el riesgo de morir aumenta en un 13 %.

En cuanto a los coeficientes de las covariables del proceso longitudinal, no se obser-
va gran diferencia en las estimaciones respecto al modelo estimado en (5-4), ya que la
mayor diferencia se presenta en la estimacién del coeficiente que acompana al tiempo
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observado, cuyo valor tuvo un incremento de 0.004 unidades. Por su parte, el coeficiente
de la edad en el submodelo de sobrevivencia, presento un cambio de 0.030 a 0.020; sin
embargo, sigue representando un factor de riesgo. En particular, el riesgo de morir de
un individuo con x + 1 anos, en el modelo conjunto, incrementa en 2.0 % respecto a un
individuo con x anos.

Variable I5; Error Est. z-value p-value
Intercepto 7.743  0.869 8.907 <0.0001
ObsTime 0.028 0.007 3.948 0.000
ERA 0.333  0.139 2.404 0.016
afrecr 0.032 0.012 2.613 0.009
KasaturacionOy}  -0.123  0.063 -1.958 0.050

Tabla 5-10.: Estimaciones del submodelo longitudinal bajo el modelamiento conjunto

Variable Coeficiente Error Est. z-value p-value

Intercepto  -17.635 2.437 7238 <0.0001
Edad(y)  0.020 0.012 1.693  0.090

Assoct(a)  1.302 0.298 4373 <0.0001
In(shape)  0.627 0.139 4507  <0.0001

Tabla 5-11.: Estimaciones del submodelo de sobrevivencia bajo el modelamiento con-
junto

Finalmente, se presentan los residuales bajo el procedimiento de imputacién multiple
para tiempos de visita aleatorios descritos en la seccion 4.7.4, teniendo en cuenta el
modelo de fragilidad multiple de la ecuacién (4.7.1), mediante el cual se simulo el pro-
ceso de visitas para las mediciones ", los resultados del proceso de visitas propuesto se
presentan en la tabla 5-12 | se observa que el tiempo de la siguiente visita esta asociado
con el valor actual del log(Dimero-D) (valor p = 0.0293). En particular, para el modelo
de la tabla 4.7.1, se estima que por cada 10 % que aumenta el nivel del biomarcador, el
tiempo de ocurrencia de la siguiente visita disminuye en 1.81 %. Una vez obtenidos los
tiempos de visita se simulan los valores 4", segin el esquema de simulacién para visitas
aleatorias, para los cuales se obtienen los residuales marginales.

Variable value Error Est. z-value valor p
Visitas -0.1917 0.0879 -2.18 0.0293

Tabla 5-12.: Modelo de fragilidad multiple para el proceso de visitas aleatorias
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En la figura 5-20 se observan los residuales marginales estandarizados para el proceso
longitudinal bajo el procedimiento de imputacion multiple de residuales, los puntos
negros corresponden a los residuales estandarizados observados y los puntos grises son
los residuales imputados, con L=10. La linea negra corresponde a la curva suavizada de
los residuales observados, en la que se nota una ligera tendencia en los valores ajustados
altos; sin embargo, estos residuales pueden ser enganosos, ya que el mecanismo de salida
de los individuos, puede darse al ser dados de alta del centro hospitalario o por la
ocurrencia del evento; en particular, se observa que para valores ajustados altos se
presentan mayor cantidad de residuales negativos que positivos. Sin embargo, valores
ajustados altos corresponden con mayores niveles del biomarcador Dimero-D y con un
empeoramiento del estado de salud del paciente; por lo tanto, una mayor probabilidad
de morir. Se hace evidente que los residuales estan asociados en su mayoria a pacientes
con niveles bajos de Dimero-D, ya que son pocos los individuos que llegan a niveles
altos del marcador, bajo la ocurrencia del evento. La linea punteada corresponde a la
linea suavizada de los residuales observados y aumentados, en la cual no se observa
tendencia, lo que sugiere que los residuales del modelo satisfacen los supuestos de media
cero, homogeneidad de varianza e independencia.

Residuales Marginales Estandarizados

3
|

6.5 7.0 75 8.0 8.5

Valores Ajustados

Figura 5-20.: Residuales aumentados-procedimiento de imputacién multiple de resi-
duales L = 10 (puntos grises)



6. Conclusiones y recomendaciones

6.1. Conclusiones

Este estudio permitio la aplicaciéon de una metodologia que tienen en cuenta covariables
tiempo-dependientes de caracter endégeno en modelos de sobrevivencia. Para abordar el
problema de estimacion de parametros bajo la metodologia de maxima verosimilitud, con
el algorirmo EM, se utilizo la regla de cuadratura pseudo-adaptativa de Gauss-Hermite
(Rizopoulos, 2012b). En primera instancia, se estimaron los modelos de sobrevivencia
y longitudinal por separado, luego se utilizaron las estimaciones finales de estos mo-
delos como pardametros iniciales en el algoritmo de optimizacién del modelo conjunto.
Se presento una aplicacién de la metodologia en datos de sobrevivencia con pacientes
que dieron resultado positivo para Covid-19, en las etapas tempranas de la pandemia
en hospitales de alta complejidad en Colombia, donde fue monitoreado el biomarcador
Dimero-D durante la instancia intrahospitalaria antes del evento o la censura. En el
anexo se presenta el cédigo en el software estadistico R, utilizado en la formulacion de
cada uno de los modelos.

Para finalizar, se presentan las siguientes conclusiones obtenidas mediante la investiga-
cién y aplicacién de la metodologia de modelamiento conjunto:

= Al utilizar el modelamiento conjunto fue posible modelar las medidas repetidas
como covariables en el modelo de sobrevivencia, dando cuenta de la asociativi-
dad entre estas y la mortalidad en pacientes asociados a una enfermedad comun,
asociatividad que no hubiese sido posible cuantificar modelando separadamente
ambos eventos.

= Los resultados observados en la aplicacién de la metodologia conjunta sugieren
que la inclusién de las mediciones longitudinales de biomarcadores en el modelo
de sobrevivencia resultan significativos en la explicacion de la sobrevivencia, en
particular, se encontré que la variable Dimero-D esta asociada significativamente
con la mortalidad en estas poblaciones y es 1til como herramienta de monitoreo
clinico para identificar pacientes con alto riesgo de mortalidad.

= Al utilizar la regla pseudo-adaptativa de Gauss-Hermite, se corroboro que es mas
eficiente en términos de tiempo de procesamiento computacional. Mediante esta
regla se hallan estimaciones en las que con pocos puntos en la cuadratura, son muy
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cercanas a las estimaciones obtenidas con la regla de cuadratura de Gauss-Hermite
estandar con 13 puntos, con medidas razonables de calidad relativa del modelo.

» La metodologia de imputacién miltiple de residuos propuesta Rizopoulos (2010),
empleada para el analisis de residuales marginales del subproceso longitudinal,
permite la interpretacion de los residuales del submodelo longitudinal, al considerar
la ocurrencia del evento en modelos conjuntos.

6.2. Trabajos futuros

Se proponen una serie de trabajos futuros con el fin de seguir explorando la metodologia
de modelacion conjunta de datos de sobrevivencia y longitudinales, en datos relacionados
con la pandemia del Covid-19:

= En el modelo propuesto se asumié que el riesgo del evento en un instante de tiempo
t depende del valor del biomarcador Dimero-D en el mismo instante de tiempo,
asociacion capturada por el valor «; no obstante, tal como lo mencionan (Davidian
et al., 2004), es interesante ver como otros aspectos del modelo longitudinal tales
como la pendiente o la historia pasada afectan el modelo de sobrevivencia.

= En la formulacion del submodelo longitudinal se estudiaron trayectorias lineales
en el tiempo para la variable Dimero-D, lo cual es consistente con la mayoria de
trayectorias observadas en la instancia hospitalaria y dado que uno de los objetivos
era capturar la asociacién entre las medidas repetidas y la sobrevivencia mediante
un parametro de regresién en el modelo de riesgos proporcionales, el modelo es
adecuado; sin embargo, se observaron pacientes con trayectorias no lineales, espe-
cialmente aquellos que incrementaron rapidamente el marcador en un intervalo de
tiempo corto, luego si se quisiera utilizar el modelo conjunto para predecir trayec-
torias especificas de los individuos en estudio, deberia tenerse en cuenta en trabajos
futuros modelos que permitan obtener una representacion precisa del mecanismo
estocastico que genera las medidas repetidas.

= Finalmente se propone comparar los resultados obtenidos en cohortes de infecta-
dos, pero en la presencia de los esquemas de vacunacion, con el fin de medir la
asociacion de las vacunas con la evolucion del marcador Dimero-D.
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El algoritmo de Esperanza Maximizacién (EM), desarrollado por Dempster (1977), es
ampliamente usado en problemas con datos faltantes, o donde se asume una estructura
de datos faltantes, este algoritmo consiste de dos pasos. En un primer paso, con valores
iniciales de los parametros (obtenidos del modelo lineal de efectos mixtos y el modelo de
sobrevivencia previamente ajustados), se llenan los datos faltantes mediante el calculo
de la esperanza de la log-verosimilitud o una funcién sustituta de los parametros dados
los datos observados (Paso E), bajo la notacién de datos faltantes presentada en la
seccién 3.2, la esperanza a maximizar es (Rizopoulos, 2012b):

Q(016™) = E(In p(y; 0)|y"; 6*))

= /lnp(y ¥ 0)p(y™ vy’ 6) dy
En un segundo paso, se maximiza dicha funcién, actualizando el valor de los parametros
(Paso M), mediante:

0"+ — argméx Q(0|6™) (A-2)
0

El algoritmo se ejecuta hasta alcanzar la convergencia, la cual se logra, para valores
€1, € y €3 preestablecidos, cuando cualesquiera de los siguientes criterios se alcanza:

max{|0" — 0% V| /(|0% V| + &)} < e,

l(e(k)) _ l(e(k—l)) < 63{|l(0(k—1))| + 63} (A—3)

Una de las grandes ventajas del algoritmo EM es su estabilidad numérica. En cada itera-
cién del algoritmo lleva a un incremento de la log-verosimilitud de los datos observados,
es decir, In p(y"; 0(k+1)) < Inp(y° 6™); sin embargo, su ratio de convergencia en vecin-
dades del punto méximo es relativamente baja (Little y Rubin, 2019). Por lo tanto, si
no se logra la convergencia bajo (A-3), en un nimero de iteraciones predeterminado, se
suele aplicar el algoritmo de Newton-Rhapson. A continuacién se describen los dos pa-
sos de este algoritmo para modelos conjuntos de datos longitudinales y de sobrevivencia.

= El paso E
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Para el modelo conjunto de la secciéon 4.1, con los parametros a estimar @ = (HtT, 05, HbT),
el objetivo es estimar el valor de los parametros 0 que maximicen la log-verosimilitud
de los datos observados I(0) = >, Inp(T;,0;,y;;0), pero, maximizando en su lugar el
valor esperado de la log-verosimilitud de los datos completos:

-y /{mpm, 5bs: 61, ) + In p(yi[bi: 6,) + In p(by; 6)}

Un problema que surge al evaluar la integral con respecto a los efectos aleatorios asi
como la integral con respecto al tiempo en la definicién de la funcién de sobrevivencia in-
volucrada en el termino p(T;, 6;|b;; 0y, 3), es que no tienen solucién cerrada, por lo tanto,
hay que utilizar métodos numéricos de integracion, la que se usa en este modelamiento
son las reglas de cuadraturas Gaussianas presentadas en el apéndice B.

= El paso M

Dado que la log-verosimilitud completa esta dividida en tres partes, ecuacién (A-4), la
maximizacién de Q(0]0%) con respecto a 6 involucra tinicamente las partes en las cuales
el respectivo pardmetro aparece. Para la varianza del error de medicion en el modelo de
medicion longitudinal y la matriz de covarianza de los efectos aleatorios son actualizados
en el paso M, de acuerdo a las siguientes formulas:

o> =N"" E /(Yi —XiB — Z;b)" (y; — XiB — Z;b;)p(bs|T;, 6;, y:; 0)db;

' (A-5)
—1 T © Trr 3 ~Torg 1

=N E (vi — XiB)" (yi — XsB — 2Z;b;) + tr(Z; Z;vb;) + b, Z; Z;b;

A

D= 7’L_1 Z U’bi + BZBZT (A—G)

donde N = 3. n;, b; = E(by| T}, 8;,y:;0%) = [ bip(bi|T5, 6;, yi; 0F)dby, y vb; = var(by|T;,
0;,¥:;0%) = [(b; — b,)*p(by|T5, 6, yi; 8%)db;. Bajo la formulacién del modelo conjunto,
no es posible obtener soluciones cerradas de las ecuaciones score para los parametros de
efectos fijos 3 y los parametros del submodelo de sobrevivencia 6,, para estos parametros
el paso M se actualiza via Newton-Rhapson de un paso.
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(k+1)

— 3" —{0s(B )/0[3} 's(a")
— 0" — {95(6")/06)5(0")

B
0

(A7)

(k+1)

donde B y 0 son los valores de 3 y 6, en la correspondiente iteracion, y 0.5(3 ( ) / 8,8
y 0S ( ) /00 son los correspondientes bloques de la matrix Hessiana, evaluada en ﬁ y

0 , respectivamente. Las componentes del vector score correspondiente a 3 y 6, tienen
la forma:

0

X p<bi‘Ti>5iaYi;0) db;

=2 / (%m ([1o(T2) exp{y"wi + ami(T)}"

<ol [ o)l + ami(s))as)

—.—% 111((271'0'2)7”2/2 exp{—HyZ — Xzﬁ — Zzbz‘|2/20'2})> X p(bz‘ﬂ, 52, Yi; 0) dbl

0
| (i T 6 (3w + oo (B)8 + 2 (T)bi)

_/0 (s >£exp{v wi +a{x!(s)8 + 2z (s)b, }}ds—ﬁ%%hﬁﬁ'

0
—Wuyi - X,8 - zibi||2/202) x p(by|T}, 8:, y:; ) db;

0

X p<bi‘n76iayi;0) db;
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(y@‘ - X8 — Zz'i?z‘)

~ exp{yTwi} / / ho(s) @ X7(s) explodx ()8 + 27 (s)bi})
x p(b;|T;, 0:,¥:;0) ds db; (A-8)

Z/(—linz,(ﬂb“O +W QTM

p(bi|T;, 6i,yi; 0) db;

B Z/ (% (1n [0(T) exp {v"wi + amy(T)}]"

T;
X exp(—/ ho(s) exp {fyTWi + ami(s)} ds))) X p(b;|T;, 05, y:;0) db;
0

0
_Z/< T;) + 38T5 {~"wi +am(T;)}

—/ ho(s)aiT exp {’VTWi + ami(s)} ds) x p(b;|T;, 05, y:;0) db;
0

1
T;
= Z (5iwi/p<bi T:+677y:,0) db; — // ho(s) exp {’)’TWi + ami(s)} w; ds
- 0

x p(b;|T;, 0;,y:; 0) db;

= zi:“’i [5%' —exp {v'wi} //OTi ho(s) exp {am;(s)} p(bi|T3, i, yi; 0) ds dbi}

(A-9)
S(a)Z/(—lnp T;, 0i|by; 0) +M M

p(b;|T5, 0;, y:; @) db;
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—Z/Wln exp {v" W2+Oéml<Tl)}]6i

T;
xexp(—/ ho(s) exp {’y w; + am;(s )} ds)) X p(b;|T;, 0;,y4;0) db;
0

- Z/ ( ST + i (3w ()

—/ ho(s )% exp (Y"'w; 4+ am(s)) ds) x p(bi| T}, 0i,y4; 0) db;
0 (0%

=30 (xI(T)B + 2(T)b: ) — exp(y"wi) / / " hols) exp {ami(5))

%

(XiT(b“)ﬁ + Z@T(5>bi) x p(bi|T;, 6:,y4;0) ds dby

(A-10)
0
S(Oh,) Z/ 207 Inp(T3, 6;/b;; 0) +W—FW
a ho hO
b |7-jl7(57/7y2) 'L

— Z/ (c‘%% In ([ho(Ti) exp{yTw; + ami(T;)}]”

T;
X exp(— /o ho(s) exp{’yTWi + ami(s)}ds)))
X p<bi‘Ti>6iaYi; ) db;

0
Z/((s aaT In ho(T;) + &%{J —+am;(T;)}

/ 80 ho( exp{'y w; + am;(s )}d5> X p(b;|T;, 6;,y:;6) db;

:Z 0 Ohy (T, // Ohos exp{'yTWpLozmi(s)}Xp(bﬂTu51',}’1‘;9) ds db
— ho(T;) aaT 004,

(A-11)



B. Anexo: Método de cuadratura
Gaussiana

s Polinomios de Hermite

Un polinomio de Hermite se define por:

Ho(1) = (-1 S exp(~1?) (B-1)

{H,(t)}nen son polinomios de grado n, luego se tiene que:

Hy(—t) = (=1)"Hu(t) (B-2)

Es decir que H,, es par si n es par, e impar si n es impar. Los polinomios de Hermite
satisfacen en general la ecuacién diferencial de segundo orden y” — 2z  + 2ny = 0, con
n un entero no negativo, y 4 y y representan las derivadas de primer y segundo orden
de y respecto a x respectivamente. Estos polinomios tienen dos propiedades importantes
que son la ortogonalidad y completitud en el intervalo (—oo, +00) respecto a la funcién
de peso exp(—z?). La ortogonalidad significa que:

/ h exp(—2®)Hp(2)Hy(z)dr =0, m#n (B-3)

oo

La completitud de H,(x) significa que cualquier funcién de buen comportamiento f(x)
puede ser expresada como una combinacién lineal de H, (). Esto es, existen coeficientes
C, tal que:

f(x) = CoHy(2) (B-4)

Esta ecuacién nos indica una representacion exacta de f(z) como una serie infinita de
polinomios de Hermite.

» Cuadratura de Gauss-Hermite

Las cuadraturas son un método de analisis numérico para la aproximacién de integrales
definidas de una funcién. Una cuadratura de Gauss comienza con la especificacion de
una secuencia infinita, completa y ortogonal de polinomios, en los cuales el dominio de
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los polinomios coincida con el intervalo de integracién deseado y la condiciéon de ortogo-
nalidad sea consistente con el integrando. Cuando se utilizan polinomios de Hermite, el
método se conoce como regla de cuadratura Gauss-Hermitte. Una propiedad interesante
en las cuadraturas de Gauss-Hermite es que cuando se utilizan polinomios con grado
2n — 1 o menor, el resultado es exacto. El objetivo del método es aproximar integrales
de la forma:

[ /_ " exp(—a?) f(2)dz (B-5)

o
En varias aplicaciones estadisticas una densidad Gaussiana es un factor explicito en el
integrando, en estos casos una transformacion lineal se puede realizar de manera que
este factor tome la forma exp~®°. En las cuadraturas Gauss-Hermite la integral (B-5) es
aproximada por:

+o0

f(x) exp(—z?)dx ~ Z w; f(x;) (B-6)

donde los puntos de la cuadratura x; son los ceros del polinomio de Hermite m-esimo y
. “+oo
los w; son los correspondientes pesos, tal que Y .7 w; = /7



C. Anexo: Cadigo en R

HEHSHHH AR B R R R R
#H##H#AAHHHHHHMODELACION CONJUNTA######H##HHHHHHHHHH
#H##HHHHAHHHHHHDATOS LONGITUDINALESH#######H#H#H#HH#
HEHHHHAFHHBHHHBRFHHARS & FHBHFHBEHH BB HRRS R B H RS
#H#H R H##SOBREVIVENCI A  ####H##H#H#H### ###
HEHSHHH AR R R

library(nlme)#Analisis Longitudinal
library(survival)#Analisis de Sobrevivencia
library (JM)#Modelacion Conjunta
library(readxl)#Leer Datos
library(ggplot2)#Graficos
library(dplyr)#Manejo bases de datos
library(lme4)# Otra manera de analisis longitudinal
library(matrixcalc)#Adjuntar Matrices

library (hnp) #Realizar Envelopes
library(sjPlot)#Graficos Efectos Mixtos
library(survminer) #Graficos de Sobrevivencia

Base<- read_excel("BaseCovid.xlsx")
Base$LogEstuCov<-log(Base$ResultadoEstudioCov)

HERHHHAFHHBHHHBHFHHAFHH B HRAFH RSB RS HBR SRR B H B
#i##d#HH####1 . ANALISIS LONGITUDINAL#############H#
HUSSHH R

R

#####1 .1 Modelo Interceptos Aleatorios#############

g S S S S s

1meFitI1<-1me(log(ResultadoEstudioCov) “ObsTime+Drug*Edad+Genero+ERA+aTemp
+afrecc+afrecr+asaturaciono?2, random ="1|Paciente,data = Base,
method = "REML")

summary (1meFitI1)

Cri s i T s D e e s e e T T S S S T T e T

######1 .2 Modelo Pendientes aleatorias#############

HHHHHHHHRHEH R

lmeFitP1<-1me(log(ResultadoEstudioCov) ~0ObsTime+Drug*Edad+Genero+ERA+aTemp
+afrecc+afrecr+asaturaciono2, random="0bsTime|Paciente,



76 C Anexo: Cédigo en R

data = Base,method = "REML")

summary (1meFitP1)

anova(lmeFitI1,1meFitP1,test = TRUE)

HEHHEHAFHEHBEHAFHEH B HEH B R AR EF R H AR RS H R R

####1.3 Seleccion estructura de Covarianza#########

HHFHHF R R R

1lmeFitP2<-1me (log(ResultadoEstudioCov) “0bsTime+Drug*Edad+Genero+ERA+aTemp
+afrecc+afrecr+asaturaciono2, random ="0bsTime|Paciente,data = Base,
method = "REML",corr=corCompSymm( form= ~ ObsTime |Paciente))

summary (1meFitP2)

1lmeFitP3<-1me(log(ResultadoEstudioCov) “0bsTime+Drug*Edad+Genero+ERA+aTemp
+afrecc+afrecr+asaturaciono2, random ="0bsTime|Paciente,data = Base,
method = "REML",corr=corGaus( form= ~ ObsTime |Paciente))

summary (1meFitP3)

HHSHHFHHH R R

H#H###SH###H##E]1 .4 Seleccion de variables##########EH##H

HHHHHHHHH R B HFF R R R R RS

modbackAIC<-stepAIC(1meFitP1,direction=c("both"))

modbackBIC<-stepAIC(1lmeFitP1,direction=c("both") ,k=log(nrow(Base)))

1meFitP1A<-1me (log(ResultadoEstudioCov) "ObsTime + ERA + afrecr+asaturaciono?2,

random ="0bsTime|Paciente,data = Base,method = "REML")

summary (lmeFitP1A)

1meFitP1G<-1me (log(ResultadoEstudioCov) "ObsTime+ ERA + afrecr

+I(asaturaciono2/sd(asaturaciono2)) , random ="0bsTime|Paciente,data = Base

,method = "REML")

summary (1meFitP1G)

s s
##1.6 Andlisis de Residuales Modelo Longitudinal###
g g

HHHHHHHHHHHHH RS R R R B R H R RS HHSEHHRH T

#####1.6. 1Residuales Marginales Poblacionales######

HHHH R R

par (mfrow=c(1,1))

plot (lmeFitP1G$fitted[,1] ,,1meFitP1G$residuals[,1],xlab = "Valores Ajustados",
ylab = "Residuales Marginales",pch=20,cex.axis=1.5,cex.lab=1.5
,cex.main=1.5,font.lab = 2)

grid()

lines(lowess(1meFitP1G$fitted[, 1],

lmeFitP1G$residuals[,1],f=1),1ty=2,col="BLUE")

identify(x=1meFitP1G$fitted[,1],y=lmeFitP1G$residuals([,1], n=3)

HEHHHHHHEHEHGHSRGHFHHEHEHEHEH SR G HRH RS RS R S R H RS

###1.6.2Residuales Marginales "Decorrelacionados"##

HHFHHF R R

resid.marg=as.data.frame(cbind (Base$Paciente,lmeFitP1G$residuals([,1],
ImeFitP1G$residuals[,2]))
ajustados=as.data.frame(cbind(Base$Paciente,lmeFitP1G$fitted[,1],
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1meFitP1G$residuals[,2]))
Rta=as.data.frame(cbind(Base$Paciente,Base$LogEstuCov))
modelmatrix=as.data.frame(cbind(Base$Paciente,model .matrix(1meFitP1G)))

residcholC=NULL
ajustcholC=NULL
PesocholC=NULL
XcholC=NULL
XcholCSat02=NULL
XcholCERA=NULL
XcholCfrer=NULL

for (i in 1:max(Paciente)) {

Omega=matrix(unlist(getVarCov(lmeFitP1G,individuals = i,type="marginal")),
nrow=sum(Base$Paciente==i))
L=t (as.matrix(chol(Omega))); L
Linv=solve(L); Linv
residchol=(diag(1)%x%Linv) %*%as.matrix(resid.marg)>%filter (V1==1)>%
dplyr::select(V2))
residcholC=rbind(residcholC,residchol)
ajustchol=(diag(1)%x%Linv)%*%as . .matrix(ajustados)>%filter (Vi==1i) >
dplyr::select(V2))
ajustcholC=rbind(ajustcholC,ajustchol)
Pesochol=(diag(1)%x%Linv) %*%as.matrix (Rta%>)filter (Vi==1i) %>%dplyr::select(V2))
PesocholC=rbind (PesocholC,Pesochol)
Xchol=(diag(1)%x%Linv)%*%as . .matrix (modelmatrix¥%>%filter (Vi==1i)
%>)%dplyr: :select (" (Intercept)",
ObsTime,ERATRUE, afrecr))
XcholC=rbind (XcholC,Xchol)
XcholSat02=(diag(1)%x%Linv)%*%as.matrix (modelmatrix)>%filter (Vi==1i)
%>hdplyr: :select (asaturaciono2))
XcholCSat02=rbind (XcholCSat02,XcholSat02)
XcholERA=(diag(1)%x%Linv) %*%as .matrix (modelmatrixy>%filter (Vi==1i)
%>%dplyr: :select (ERATRUE))
XcholCERA=rbind (XcholCERA,XcholERA)
Xcholfrer=(diag(1)%x%Linv)%*%as.matrix (modelmatrix¥%>%filter (Vi==1i)
%>%hdplyr: :select(afrecr))
XcholCfrer=rbind (XcholCfrer,Xcholfrer)

}
plot(ajustcholC,residcholC,x1ab=L"{-1} " " ~ "Valores ajustados",
ylab=L"{-1} ~ " "~ "Residuales",pch=20,cex.axis=1.5,cex.lab=1.5
,cex.main=1.5,font.lab = 2)
grid(Q

lines(lowess(ajustcholC,residcholC,f=0.8),1ty=2, col="BLUE")
B R S R R S R S s R R 2
#######1.6.3Residuales Marginales Poblacionales####
HH##HHH A Es tudent i zad o s####HHEHEHFHFHHF R HH
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ajustel = 1lm(PesocholC~XcholC)

tsi.star = studres(ajustel) # residuales estudentizados

plot(tsi.star“ajustel$fitted,ylim=c(-3,3),ylab="tsi " *",
xlab="Valores Ajustados",pch=20)

grid()

abline(h=2.5); abline(h=-2.5)

identify(x=ajustel$fitted,y=tsi.star, n=5)

ajuste.hnp=hnp(ajustel,sim=50,conf=0.99,resid.type="student",
halfnormal=FALSE,xlab="Percentiles de la N(0,1)",
ylab="Residuales Estudentizados",
cex.axis=1.5,cex.lab=1.5,cex.main=1.5,font.lab = 2)

Cri s i T s e e i s S e e D T S S S T T T T

H#####H###]1 . 6.4Residuales Condicionales######H####H#H#H

B R e S R R e e e S e R e e S S R Ee

sigma=lmeFitP1G$sigma

GOmegam=matrix(unlist(getVarCov(lmeFitP1G,individuals = 1,type="marginal")),
nrow=sum(Base$Paciente==1))
Omegam=diag (1) %x%solve (GOmegam)
for (i in 2:max(Paciente)) {
Omega=matrix(unlist(getVarCov(lmeFitP1G,individuals = i,type="marginal")),
nrow=sum(Base$Paciente==1i))
Omegam=diag(1)%x%solve (Omega)
GOmegam=direct.sum(GOmegam, Omegam)
}
X=model .matrix (lmeFitP1G)
POmega=GO0megam-GOmegamy,*%,X/*%solve (t (X) %*%GOmegam*% (X)) %%t (X) %*%GOmegam
residuales.cond=1meFitP1G$residuals|, 2]
ajustados.cond=1meFitP1G$fitted[,2]
pkk=diag(sigma~4*POmega)
r.cond.estud=residuales.cond/ (sqrt (pkk))
ajuste.hnp=hnp(r.cond.estud,sim=50,conf=0.99,resid.type="student",
halfnormal=FALSE,ylab="Residuales Estudentizados",
xlab="Percentiles de la N(0,1)",cex.axis=1.5,cex.lab=1.5,cex.main=1.5,
font.lab = 2)

HUHHHH AR R

#HHH#HH####] .7 Estuctura efectos aleatorios######t#i#t#

HHHHRBH R R R

fit4<-lmer (log(ResultadoEstudioCov) “0ObsTime + ERA + afrecr+asaturaciono2+
(1+0bsTime|Paciente) ,data = Base)

plot_model(fit4,type="diag",grid = FALSE,Theoph)

qgmath(ranef (fit4, postVar = FALSE), strip = TRUE, distribution="qnorm",aspect="fill")

g s
HH##HAFHH##A#H2 . ANALISIS DE SOBREVIVENCIA##########
s

source ("mismacros.txt") #Uso de funciones desarrolladas por

el profesor Luis Hernado Vanegas para el andlisis de sobrevivencia
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Base.id <- Base[!duplicated(Base$Paciente), ]
names (Base.id)
coxFitl <- coxph(Surv(TiempoAlta, Muerte) ~ Drug+Edad+Genero+ERA+aTemp+
afrecc+afrecr+asaturaciono2 s
data = Base.id,x = TRUE)
coxFit2 <- coxph(Surv(TiempoAlta, Muerte) ~Edad,
data = Base.id,x = TRUE)
summary (coxFit1)
summary (coxFit2)
HHFHHE SRR
#H####H####2 .1 Seleccion de variables#H##H####H#H#HHEH#HH
HHHHHHHHH R B RS R R RS R R RS SEHHRRH
stepCriterion.coxph(coxFitl,criterion = "bic",
direction="backward")

stepCriterion.coxph(coxFitl,criterion = "aic",
direction="forward")

stepCriterion.coxph(coxFitl,criterion = "p-value",
direction="backward", test="1lr", levels=c(0.05,0.1))

HHFHHF R R

########2.1.1 Test de Razon de Verosimilitudes#######

P b i e s e S e s e e e e e e e e

anova(coxFit2,coxFit1)

HHFHHE R R

#######2 .2 Observaciones con valores atipicos####i##

HHHHHHRHH R RS R R RS R

dev.res<-residuals(coxFit2,type="deviance")

plot(dev.res,xlab = "Indice",ylab = "Residuo Devianza",pch=ifelse(coxFit2$y[,2]==1,20,3),
ylim=1.8*range(dev.res),col=ifelse (coxFit2$y[,2]==1,"black","red"),cex.axis=1.5,
cex.lab=1.5,cex.main=1.5,font.lab = 2)

abline (h=2.5*mean(dev.res[dev.res>0]),1lty=3,col="blue")
abline (h=2.5*mean(dev.res[dev.res<0]),1lty=3,col="blue")
identify(dev.res,n=1)
S_T<-exp(residuals(coxFit2,type="deviance")-coxFit2$y[,2])
u<-runif (length(S_T))
rPi<-gnorm(ifelse(coxFit28y[,2]==1,S_T,S_T+u*x(1-S_T)))
qgnorm(rPi,pch=20,x1lim=c(-3.5,3.5) ,ylim=c(-3.5,3.5) ,main="")
abline(0,1,col="red")
HAHHEHBHHAHBHHBHHAH B HBH R AR B HAHH AR B HAH B H B HAH R R RS HHE
##2.3 Evaluando el supuesto de Riesgos proporcionales##
B s s s s
cox.zph(coxFit2)

plot(cox.zph(coxFit2))
HAHBHHBHHAHBHHAHHAH RS HBHHAHBEHAHH AR B HAH R R RS HAH R H B HHE
#########2 .4 Graficos de sobrevivencia por Edad########
L s s s s s s s T
#remove.packages("vctrs")
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#install.packages("vctrs")

library("vctrs")

newdata <- data.frame(Edad=c(30,50,70))

fit2 <- survfit(coxFit2, stype=1, newdata=newdata, conf.type = "log-log",

conf.int = 0.70)

PlotSobrevicencia<-ggsurvplot(fit2, conf.int=TRUE, data=Base,legend="right",
ggtheme=theme_minimal(), legend.title=" ",

legend.labs=c("30 afios","50 afios","70 afios"),xlab="Tiempo (dias)",

ylab="Probabilidad de Sobrevivencia",palette = "aaas")

ggpar (PlotSobrevicencia,font.x = c(14, "bold", "black"),font.y = c(14, "bold", "black"),
font.legend=c(12,"plain" , "black"),font.xtickslab=c(12,"plain" , "black"),
font.ytickslab=c(12,"plain" , "black"))

HEHSHHBFHHBHFHHAFHH B HHAFH R B H RS H R H RS H R R H R RS H
#iH#d#HHHH###3 . MODELACION CONJUNTA###############H##
HEHSHHH B R R R

jointFit.cov.picewise <- jointModel (1lmeFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "piecewise-PH-aGH",
lng.in.kn=6)
jointFit.cov.spline <- jointModel (1meFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "spline-PH-aGH")
jointFit.cov.Cox <- jointModel (1meFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "Cox-PH-GH")
jointFit.cov.weibull <- jointModel(lmeFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "weibull-PH-aGH")
jointFit.cov.weibullAFT <- jointModel (lmeFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "weibull-AFT-GH")

JointFit.Final<-jointModel (lmeFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "weibull-PH-GH", GHk=9)
system.time(JointFit.Final<-jointModel (1meFitP1G, coxFit2 ,timeVar = "ObsTime",
verbose = TRUE, method = "weibull-PH-GH", GHk=3))
summary (JointFit.Final)

s
########3 . 1Imputacion multiple de residuales V.A#######
HHHHRHHHHHHH R R R R

HAHHAHBHHAHBHHAHHAHBHHAEHHAH B HAFH AR B HAH B HBHHAH R H RS HHE
###3.1.1Distribucion modelo de fragilidad multiple#####
s s s s s

set.seed(123)

diff.time<-with(Base,tapply(0ObsTime, Paciente, diff))
prev.y<-with(Base,tapply(log(ResultadoEstudioCov), Paciente, head,-1))
one.visit<-sapply(diff.time,length)==0
diff.time[one.visit]<-prev.y[one.visit]<-NA
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s s
#HHH#######3 .1 . 2Data frame proceso de visitas###########
s s s s

dataVT<-data.frame("id2"=rep(names(prev.y) ,sapply(prev.y,length)),
"diff.Times"=unlist(diff.time),"prev.y"=unlist(prev.y),"event"=1)

WeibFrl<-weibull.frailty(Surv(dataVT$diff.Times,dataVT$event) "~
dataVT$prev.y,id="id2" ,data=dataVT)

summary (WeibFrl)

HEHSHHBHHHBHFHHAFHHBHHHRRFH R B H RS H RSB R R RS R RS

#####3.1.3Residuales longitudinales completos##########

HEHHHH BB R R R

attr (WeibFrl,"prev.y")<-"prev.y"

attr (WeibFrl, "tmax")<-"tmax"

set.seed(567)

resMI.covid<-residuals(JointFit.Final, type = "stand-Marginal",

process = "Longitudinal",

MI=TRUE,M=10,time.points = WeibFrl,dataM=TRUE)

resMI.covid$mean.resid.valsM

matrixl<-as.data.frame(resMI.covid$fitted.valsM$m2)

matrix2<-as.data.frame(resMI.covid$resid.valsM$mi)

resMI.covid$fitted.valsM$ml

resMI.covid$resid.valsM$ml

fitMarg¥miss.covid<-unlist(resMI.covid$fitted.valsM)

resMargYmiss.covid<-unlist(resMI.covid$resid.valsM)

M<-length(resMI.covid$fitted.valsM)

unlist(resMI.covid$fitted.valsM)

datResid<-data.frame(resid=c(resMargY.covid,resMarg¥miss.covid),
fitted=c(fitMargY.covid,fitMarg¥miss.covid),
weight=c(rep(1,length(resMargY.covid)),

rep(1/M,length(resMargY¥Ymiss.covid))))
darResid<-datResid[complete.cases(datResid),]

fitLoess.covid<-loess(resid”fitted,data=datResid,weights = weight)

nd.covid<-data.frame(fitted=seq(min(datResid$fitted,na.rm=TRUE),

max (datResid$fitted,na.rm = TRUE),len=100))
prdLoess.covid<-predict(fitLoess.covid,nd.covid)
par (mfrow=c(1,1))

plot(range(fitMarg¥Ymiss.covid,na.rm = TRUE),

range (resMarg¥Ymiss.covid,na.rm = TRUE) ,type = "n",xlab = "Valores Ajustados",
ylab = "Residuales Marginales Estandarizados",ylim = c(-3.5,3.5)

abline(h=0,1ty=2)

points(fitMargY.covid,resMargY.covid)

points(fitMarg¥Ymiss.covid,resMarg¥miss.covid,col="grey")

lines(lowess(fitMargY.covid,resMargY.covid),lwd=2)

lines(nd.covid$fitted,prdLoess.covid,lwd=2,1ty=2,col="BLUE")
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