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Índice
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6.6. Área bajo las curvas ROC para el sistema empleando el criterio de entrenamiento MCE

y diferentes métodos de reducción sobre la base de datos BD2. . . . . . . . . . . . . 51

iv



Lista de figuras
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Resumen

Es común en el reconocimiento de patrones que los mayores esfuerzos se realicen en las
etapas de medición-extracción de caracteŕısticas y de clasificación. En diversos problemas
de reconocimiento se encuentra que los parámetros resultantes de la medición de variables
presentan una dinámica temporal y que esta dinámica en śı misma, es la que contiene ma-
yor parte de la información discriminante. Las técnicas t́ıpicamente utilizadas en la etapa
de extracción de caracteŕısticas, están diseñadas para variables estáticas, es decir, variables
que no presentan ningún tipo de dinámica. Este es el caso de técnicas como PCA y LDA.
Surge entonces la necesidad de generar metodoloǵıas de extracción de caracteŕısticas que
tengan en cuenta la información dinámica de las variables. Por otro lado, es conocido que
los criterios utilizados en las técnicas de extracción de caracteŕısticas difieren del criterio
de encontrar mı́nimo error de clasificación; este hecho genera incompatibilidad entre el
criterio utilizado en la etapa de extracción de caracteŕısticas y la etapa de clasificación
y puede degradar el desempeño del sistema. Se presenta por lo tanto una metodoloǵıa
de diseño simultáneo de una etapa de extracción de caracteŕısticas y un clasificador ba-
sado en modelos ocultos de Markov - HMM, por medio del algoritmo de mı́nimo error
de clasificación - MCE. La extracción de caracteŕısticas es dependiente de los estados del
modelo y es optimizada utilizando el mismo criterio de ajuste de parámetros del HMM. La
metodoloǵıa es validada sobre un problema de reconocimiento de patoloǵıas de voz. Los
resultados muestran que el entrenamiento de HMM por medio del algoritmo MCE mejora
el reconocimiento en comparación con el método de entrenamiento clásico por el criterio
de máxima verosimilitud. Además, la metodoloǵıa propuesta disminuye la similitud entre
modelos de clases diferentes y mejora el desempeño del sistema.
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Abstract

In pattern recognition is often common that the most of the attention is centered in the
measure-extraction and classification stages. In several recognition problems, the obtained
measures display a time-variant dynamic and this one contains a high level of the discri-
minant information. The classical techniques for feature extraction are designed for static
features. PCA and LDA are examples of this. At this point becomes necessary the deve-
lopment of dynamic feature extraction methodologies. On the other hand, it is well known
that the classical features extraction techniques make use of optimization criteria that are
different from the classifier’s minimum classification error criterion. This fact may cause
inconsistency between feature extraction and the classification stages and consequently,
degrade the performance of systems. For all this reasons, a hidden Markov models (HMM)
- based methodology for simultaneous desing of extraction and classification stages is
presented. Such a methodology is based on the minimum classification error (MCE) al-
gorithm. The feature extraction is model state - dependent and is optimized using the
same criterion of parameter estimation of the HMM. Validation is carried out over a auto-
matic detection of pathological voices problem. The result shows that the MCE training
improves the accuracy against the classical maximum likelihood training. In addition, the
proposed methodology diminished the similarity between models of different classes and
improves the performance systems.
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Fernando Mart́ınez Tabares, integrantes del grupo de investigación Control y Procesa-
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Parte I

Preliminares
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Introducción

El objetivo principal de los sistemas de reconocimiento de patrones es clasificar datos de
entrada dentro de un número definido de clases. Convencionalmente los sistemas de reco-
nocimiento de patrones tiene dos componentes: análisis de caracteŕısticas y clasificación de
patrones [1]. El análisis de caracteŕısticas se alcanza en dos pasos: extracción de parámetros
(EP) y extracción de caracteŕısticas (EC ). T́ıpicamente, la etapa de EC se emplea para
reducir el tamaño del espacio de representación de los datos, proporcionado en la etapa de
EP, de tal manera que se utilicen únicamente las variables que mayor información aportan
al proceso de clasificación. Aunque teóricamente la etapa de EC puede no ser necesaria
si la etapa de EP diseñada, proporciona un espacio de representación de baja dimensión
y alta discriminancia, en la práctica, la etapa de EC se emplea a menudo por problemas
de alta dimensionalidad. Utilizar un espacio de representación de alta dimensión presenta
principalmente dos problemas: en primer lugar, es conocido que el clasificador más simple
requiere que el número de observaciones sea una función exponencial de la dimensión del
espacio de caracteŕısticas (lo que se conoce como el problema de la dimensionalidad) [2].
Este problema se enfatiza, debido a que diversos problemas de reconocimiento de patro-
nes deben ser abordados en condiciones de baja estad́ıstica (poco número de muestras).
En segundo lugar, porque reduciendo la dimensionalidad del espacio de caracteŕısticas se
disminuye la complejidad del clasificador [3].
En diversos problemas de reconocimiento de patrones, se encuentra que los parámetros
resultantes de la medición de variables, son parámetros que presentan una dinámica tem-
poral y que esta dinámica es la que contiene mayor parte de la información discriminante
que debe ser utilizada por el sistema; este es el caso del problema de detección automática
de patoloǵıas de voz, en el cual los parámetros comúnmente utilizados, presentan un com-
portamiento dinámico en el tiempo y su dinámica es altamente relevante en la valoración
médica de los pacientes [4]. Las técnicas t́ıpicamente utilizadas en la etapa de EC, están
diseñadas para variables estáticas, es decir, variables que no presentan ningún tipo de
dinámica (este es el caso de técnicas como el análisis de componentes principales-PCA y el
análisis discriminante lineal - LDA), lo que impide la utilización de este tipo de técnicas
sobre caracteŕısticas dinámicas. Simultáneamente, es conocido que las técnicas clásicamen-
te utilizadas para realizar EC, tienen la desventaja de que su criterio de optimización es
diferente al criterio de diseño de la etapa de clasificación, que consiste en obtener mı́nimo
error de reconocimiento [1]. Este hecho puede causar inconsistencia entre las etapas de EC
y clasificación de un sistema de reconocimiento de patrones y consecuentemente, degradar
el desempeño del sistema [5].
Por otro lado, los modelos ocultos de Markov (Hidden Markov Models (HMM)) son una
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clase de procesos estocásticos que permiten modelar series de tiempo y han sido empleadas
en el procesamiento de secuencias de datos temporales aplicados entre otras tareas a la
detección de patoloǵıas [6,7,8,9]. El método tradicional de entrenamiento de los HMM es
mediante el algoritmo de Esperanza y Maximización-EM que es un método de estimación
de parámetros que cae dentro del campo general de estimación de máxima verosimilitud
(maximum likelihood - ML), el cual tiene sus ráıces en la teoŕıa clásica de decisión Baye-
siana. Si se evalúan las suposiciones fundamentales y limitaciones de ésta aproximación,
se puede encontrar que existen diferencias entre el problema de estimar una distribución
óptima y el problema de diseñar un sistema de reconocimiento óptimo [10]. Considerar
entonces, un sistema de reconocimiento de patrones que emplee en la etapa de extracción
de caracteŕısticas un método tradicional (con los problemas mencionados antes) y adicio-
nalmente utilice en la etapa de clasificación un HMM entrenado a partir del criterio ML, es
un sistema que no está diseñado para obtener óptimo desempeño de reconocimiento. Una
forma directa de superar el problema de la inconsistencia entre la etapa de EC y la etapa
de clasificación, es conducirlas conjuntamente utilizando un criterio común de optimiza-
ción [1]. Dado que en muchos problemas de reconocimiento de patrones y espećıficamente
en el procesamiento de bioseñales, se han obtenido mejores resultados a partir de la in-
clusión de los HMM como método de clasificación, y teniendo en cuenta los problemas
comentados antes, se hace necesario desarrollar una metodoloǵıa de entrenamiento que
permite reducir el espacio de los datos de entrada y ajustar los parámetros de los modelo
ocultos de Markov de manera conjunta, utilizando un criterio común de reducción de error.



Objetivos

Objetivo General

Desarrollar una metodoloǵıa de entrenamiento de modelos ocultos de Markov empleando el
criterio de mı́nimo error de clasificación y el uso de una medida de distancia entre modelos,
que pueda ser empleada en reducción de espacios de entrenamiento de caracteŕısticas
dinámicas, para mejorar el desempeño de los sistemas de identificación de patoloǵıas en
bioseñales.

Objetivos Espećıficos

– Evaluar diferentes medidas de distancia entre modelos de Markov, a partir de los
criterios de valor cuantitativo de separación y de consistencia, para ser utilizada en
el algoritmo de entrenamiento de los modelos.

– Desarrollar un algoritmo de estimación de parámetros para modelos de Markov a
partir del criterio de mı́nimo error de clasificación para reducción de dimensión,
que incluya el empleo de una medida de distancia para disminuir la similitud entre
modelos de clases diferentes.

– Validar la metodoloǵıa de entrenamiento de los modelos en la reducción de espacios
de caracteŕısticas en el reconocimiento de patoloǵıas en bioseñales, empleando una
metodoloǵıa robusta que mejore la calidad y claridad de los resultados de validación,
utilizando matrices de contingencia y curvas de desempeño.

4
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Marco teórico
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Caṕıtulo 1

Métodos de Entrenamiento de
Modelos Ocultos de Markov

1.1. Definición de modelos ocultos de Markov

Una cadena de Markov es un proceso aleatorio θ (t) que puede tomar una cantidad
finita K de valores discretos dentro del conjunto {ϑ1, . . . , ϑK}, tal que en los momentos
determinados del tiempo (t0 < t1 < t2 < . . .) los valores del proceso aleatorio cambien
(con probabilidades de cambio conocidas), esto es, se efectúan los cambios en forma de
secuencia aleatoria θ0 → θ1 → θ2, . . ., siendo θn = θ (tn) el valor de la secuencia después
del intervalo n de tiempo. Las cadenas de Markov asumen una cantidad finita de valores
discretos o estados para la representación de una señal aleatoria. En particular, cada estado
de manera directa se asocia a un evento f́ısico observable. Sin embargo, en la práctica, se
tienen aplicaciones con señales que no presentan de forma evidente los eventos sobre los
cuales se construye el modelo. En este sentido, se debe construir un modelo probabiĺıstico
sobre los estados no observables u ocultos. Como resultado las cadenas construidas por este
principio, corresponden a un proceso estocástico doble incrustado; la función probabiĺıstica
de los estados ocultos y el mismo modelo de aleatoriedad de Markov impuesto sobre la
señal.
Los modelos ocultos de Markov, se pueden caracterizar mediante los siguientes parámetros
[11]:

(a). Los śımbolos de observación corresponden a la salida f́ısica del sistema en análisis y
conforman la secuencia aleatoria ϕϕϕ =

{
ϕ1, . . . , ϕnϕ

}
en los momentos definidos de

tiempo 1, 2, . . . , nϕ, donde nϕ es la longitud de la secuencia de observación.

(b). El número de los estados ocultos del modelo, ϑϑϑ = {ϑk : k = 1, . . . , nϑ} ∈ V, que
siendo no observables, pueden ser relacionados con algún sentido f́ısico del proceso.
A partir de los estados ocultos se puede establecer una secuencia de estados θ =
{θ0, θ1, . . . , θnθ

}, de todos los posibles estados, en los momentos definidos de tiempo
= 1, 2, . . . , nθ, donde nθ es la longitud de la secuencia de estados en análisis.

(c). La matriz probabilidad de transición de estados, ΠΠΠ = {πmn : m,n = 1, . . . , nϑ}, en

6
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la cual cada elemento se determina como,

πmn(k) = P (θk+1 = ϑn|θk = ϑm) ,

πmn ≥ 0,
nϑ∑

n=1

πmn = 1 (1.1)

(d). El conjunto completo de parámetros que representar la distribución de las observa-
ciones por cada estado del modelo B = {bj (·)}.
Existen dos formas de distribuciones de salida que pueden ser consideradas. La pri-
mera es una suposición de observación discreta donde se asume que una observación
es una de nυ posibles śımbolos de observación υυυ = {υk : k = 1, . . . , nυ} ∈ U. En
este caso bj (ϕn = υk) = bj (υk) = p (υk|θn = ϑj). La segunda forma de distribución
de probabilidad, es considerar un mezcla de M funciones de distribución para cada
estado. Convencionalmente las funciones utilizadas son Gaussianas multivariadas,
debido a sus propiedades y a que todo el aparato matemático está descrito para
éstas. En este caso bj (ϕn) =

∑M
r=1 cjrN (ϕn|µjr,Σjr), donde µjr es el vector de me-

dias de la componente normal r en el estado j, Σjr es la matriz de covarianza de
la componente normal r en el estado j y cjr es el peso que pondera la componente
Gaussiana r del estado j.
Los modelos que asumen la primera forma de distribución, son llamados modelos
ocultos de Markov discretos, mientras que los modelos que asumen la segunda forma
de distribución de salida son llamados modelos ocultos de Markov continuos.

(e). El vector probabilidad de estado inicial pθ1 con elementos {Pθ1(i)}, donde

pθ1(i) = P (θ1 = ϑi) , 1 6 i 6 nϑ

Los valores de aleatoriedad ΠΠΠ, B y pθ1 , notados en conjunto como

λ = {ΠΠΠ,B,pθ1}

conforman los parámetros de un modelo oculto de Markov, el cual se puede emplear para
generar la estimación de la secuencia de observación, ϕ ∈ {ϕ1, ϕ2, . . . , ϕnϕ

}, con longitud
nϕ = nϑ para los momentos definidos de tiempo n = 1, 2, . . . , nϕ.
El desarrollo de los modelos ocultos de Markov está relacionado con las siguientes tres
tareas estad́ısticas [11]:

1. Dada una secuencia de observación ϕϕϕ = {ϕ1, ϕ2, . . . , ϕnϕ
} con longitud nϕ y el

modelo λ = {ΠΠΠ,B,pθ1}, cómo calcular de manera eficiente la probabilidad P (ϕϕϕ|λ)
de la secuencia de observación.

2. Dada una secuencia de observación ϕϕϕ = {ϕ1, ϕ2, . . . , ϕnϕ
} con longitud nϕ y el

modelo conocido λ, cómo escoger de forma óptima la correspondiente secuencia de
estados θθθ = {θ1, θ2, . . . , θnϕ

} para un criterio de medida fijado a priori.

3. El ajuste de los parámetros del modelo λ que brinden el máximo valor de P (ϕϕϕ|λ).
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Debido al objeto de estudio de este trabajo, nos centraremos en la solución al tercer
problema de los citados anteriormente.
Los métodos de entrenamiento de los modelos de Markov se pueden clasificar en dos
grupos: (i) algoritmos de optimización o búsqueda ascendente y (ii) algoritmos de búsqueda
global [12]. Los algoritmos de búsqueda ascendente dependen enormemente de la manera
en la que se inicialice el modelo, de tal forma que, en la práctica y si los parámetros iniciales
no han sido los óptimos, la búsqueda puede conducir a un modelo sub-óptimo. Para evitar
este problema se proponen una serie de técnicas aunque estas impliquen una mayor carga
computacional. Por otra parte, los algoritmos de búsqueda global no dependen en exceso
de la inicialización del modelo, precisamente por su capacidad global para encontrar el
óptimo pero presentan problemas de costo computacional.

1.2. Máxima esperanza - EM

El algoritmo de máxima esperanza (Expectation Maximization - EM ) es un método de
estimación de parámetros que cae dentro del campo general de estimación de máxima
verosimilitud (maximum likelihood - ML) y es aplicado en casos donde parte de los da-
tos pueden ser considerados incompletos u ocultos. Este es esencialmente un algoritmo
de optimización iterativo que, bajo ciertas restricciones puede hacer converger los valo-
res de los parámetros a un máximo local de la función de verosimilitud [13]. Existen dos
principales aplicaciones del algoritmo EM [14]. La primera ocurre cuando los datos tienen
valores perdidos, debido a problemas o limitaciones de los procesos de observación. La
segunda ocurre cuando optimizar la función de verosimilitud es anaĺıticamente intratable,
pero además la función de verosimilitud puede ser simplificada asumiendo la existencia y
los valores de los parámetros perdidos (u ocultos). La última aplicación es más común en
problemas computacionales de reconocimiento de patrones.
Existen diversas modificaciones del algoritmo EM, éstas se realizan con base en las res-
tricciones para completar los datos incompletos [15].
El algoritmo EM asume el siguiente problema: Si se tienen dos espacios de muestras X y
Y , tal que se puede realizar un mapeo X = f (Y) de una observación Y del espacio Y a
una observación X en el espacio X . Se define:

Y (X) = {Y : f (Y) = X} (1.2)

Y son los datos completos, y X son los datos observados. Si la distribución f (Y|Θ) esta
bien definida, entonces la probabilidad de X dado Θ es

G (X|Θ) =

∫

Y(X)

f (X|Θ) dY (1.3)

El algoritmo EM esta dirigido a encontrar un valor de Θ que maximice G (X|Θ) dado
un X observado, pero para hacer esto, usa esencialmente la familia f (X|Θ) asociada. El
conjunto de parámetros Θ permiten definir la verosimilitud de los datos como P (Y|Θ).
Puede definirse también el log de la verosimilitud L (Y|Θ) = logP (Y|Θ).
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Si Ω es el espacio de los parámetros, la estimación de máxima verosimilitud, consiste en
ajustar el estimado ΘML tal que

ΘML = arg máx
Θ∈Ω

L (Y|Θ) (1.4)

Para el caso de G, se intenta encontrar un conjunto Θ que maximice

L (Θ) = log G (X|Θ) (1.5)

El algoritmo EM primero encuentra el valor esperado del log-verosimilitud de los datos
completos L (Y|Θ) con respecto a los datos desconocidos, por medio de los datos obser-
vados X y de los actuales parámetros estimados. Se define [16]:

Q
(
Θ,Θ(i−1)

)
= E

[
log p (Y|Θ) |X,Θ(i−1)

]
(1.6)

donde Θ(i−1) son los actuales parámetros estimados que se usan para evaluar la esperanza
y Θ son los nuevos parámetros que se optimizan para incrementar Q. La clave para enten-
der la expresión (1.6), esta en que X y Θ(i−1) son constantes y Θ es una variable normal
que se desea ajustar. La evaluación de esta esperanza es llamada el paso E del algoritmo.
Note el significado de los dos argumentos de la función Q (Θ,Θ′). El primer argumento
Θ corresponde a los parámetros que se intentan optimizar intentando maximizar la vero-
similitud. El segundo argumento Θ′ corresponde a los parámetros utilizados para evaluar
la esperanza.
El segundo paso (paso M) del algoritmo EM busca maximizar la esperanza calculada en
el primer paso. Esto es encontrar:

Θ(i) = arg máx
Θ

Q
(
Θ,Θ(i−1)

)
(1.7)

Estos dos pasos son repetidos cuanto sea necesario. El objetivo es que el algoritmo haga
converger los parámetros Θ(i) = ΘML. En cada iteración del algoritmo esta garantizado
el incremento del log-verosimilitud; por lo tanto el algoritmo converge a un máximo local
de la función de verosimilitud [14].
Una modificación del paso M, es que en lugar de maximizar Q

(
Θ,Θ(i−1)

)
, se encuentra

algún Θ(i) tal que Q
(
Θ(i),Θ(i−1)

)
> Q

(
Θ(i−1),Θ(i−2)

)
. Este algoritmo es llamado el EM

Generalizado (Generalized EM - GEM ) y también garantiza la convergencia [17]. La figura
1.1 muestra gráficamente el proceso iterativo del algoritmo EM.

1.2.1. Estimación de parámetros para máxima verosimilitud de

modelos ocultos de Markov

Para el caso de cadenas ocultas de Markov la función de verosimilitud de los datos in-
completos esta dada por P (ϕ|λ) y la función de verosimilitud de los datos completos esta
dada por P (ϕ, θ|λ). La función Q es por consiguiente:

Q (λ, λ′) =
∑

θ∈Q

logP (ϕ, θ|λ)P (ϕ, θ|λ′) (1.8)
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Figura 1.1: Interpretación gráfica de una iteración del algoritmo EM: La función l
(
Θ,Θ(i)

)
está limi-

tada por la función log-verosimilitud. Las funciones son iguales en Θ = Θ(i). El algoritmo EM escoge
Θ(i+1) como el valor de Θ para el cual l

(
Θ,Θ(i)

)
es un máximo. Dado que L (Θ) ≥ l

(
Θ,Θ(i)

)
y l es

incrementada, se asegura que la función de verosimilitud se incremente en cada paso

donde λ′ es la estimación de parámetros previa y Q es el espacio de todas las secuencias
de estado de longitud nθ.
Dada una secuencia de estados particular θk, P

(
ϕ, θk|λ

)
se puede expresar como:

P
(
ϕ, θk|λ

)
= pθk

0

nθ∏

n=1

πθk
n−1θk

n
bθk

n
(ϕn) (1.9)

La función Q puede entonces expresarse como [14]:

Q (λ, λ′) =
∑

θ∈Q

logpθk
0
P
(
ϕ, θk|λ′

)
+
∑

θ∈Q

(
nθ∑

n=1

log πθk
n−1θk

n

)
P
(
ϕ, θk|λ′

)

+
∑

θ∈Q

(
nθ∑

n+1

log bθk
n
(ϕn)

)
P
(
ϕ, θk|λ′

)
(1.10)

Por consiguiente puede ser optimizado cada término individualmente. El primer término
en la ecuación (1.10) se puede expresar como:

∑

θ∈Q

logpθk
0
P
(
ϕ, θk|λ′

)
=

nϑ∑

i=1

log pθk
0
(i)P

(
ϕ, θk

0 = i|λ′
)

(1.11)

el lado derecho es sólo la expresión marginal para el tiempo n = 0. Adicionando el multi-
plicador de lagrange γ, usando la restricción

∑
i pθk

0
(i) = 1, derivando e igualando a cero,

se tiene:

∂

∂pθk
0
(i)

(
nϑ∑

i=1

log pθk
0
(i)P

(
ϕ, θk

0 = i|λ′
)

+ γ

(
nϑ∑

i=1

pθk
0
(i) − 1

))
= 0 (1.12)
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Resolviendo para pθk
0
, se tiene [14]:

pθk
0
(i) =

P
(
ϕ, θk

0 = i|λ′
)

P (ϕ|λ′)
(1.13)

El segundo término en la ecuación (1.10) se puede escribir como:

∑

θ∈Q

(
nθ∑

n=1

log πθk
n−1θk

n

)
P
(
ϕ, θk|λ′

)
=

nϑ∑

i=1

nϑ∑

j=1

nθ∑

n=1

log πijP
(
ϕ, θk

n−1 = i, θk
n = j|λ′

)
(1.14)

en esta expresión se evalúa en cada tiempo n todas las posibles transiciones de i a j,
y se ponderan por su correspondiente probabilidad. De manera similar al procedimiento
realizado para el primer término de (1.10), se puede usar un multiplicador de lagrange y
empleando la restricción (1.1), se tiene:

πij =

∑nθ

n=1 P
(
ϕ, θk

n−1 = i, θk
n = j|λ′

)
∑nθ

t=1 P
(
ϕ, θk

n−1 = i|λ′
) (1.15)

El tercer término en la ecuación (1.10), se puede escribir como:

∑

θ∈Q

(
nθ∑

n+1

log bθk
n
(ϕn)

)
P
(
ϕ, θk|λ′

)
=

nϑ∑

i=1

nθ∑

n=1

log bi (ϕn)P
(
ϕ, θk

n = i|λ′
)

(1.16)

Interpretando la ecuación, se observa que para cada tiempo n, se evalúan las emisiones para
todos los estados y se pondera cada una de las posibles emisiones por su correspondiente
probabilidad. Para distribuciones discretas, se puede una vez más, utilizar el multiplicador
de lagrange con la restricción

∑nυ

j=1 bi (υj) = 1. Únicamente las observaciones que son

iguales a υk contribuyen al kth valor de probabilidad, por lo tanto:

bi (k) =

∑nθ

n=1 P
(
ϕ, θk

n−1 = i|λ′
)
δυj ,υk∑nθ

t=1 P
(
ϕ, θk

n−1 = i|λ′
) (1.17)

donde δ es la función delta de Kronecker.
Para distribuciones continuas (mezclas de gaussianas), la forma de la función Q es ligera-
mente diferente, las variables ocultas deben incluir no solo la secuencia de estados oculta,
si no también una variable que indica la componente de la mezcla para cada estado en
cada tiempo. Por consiguiente, se puede escribir Q como:

Q (λ, λ′) =
∑

θ∈Q

∑

m∈M

logP
(
ϕ, θk, m|λ

)
P
(
ϕ, θk, m|λ′

)
(1.18)

donde M es el conjunto de todas las componentes y m =
{
mθk

11, mθk
22, ..., mθk

nθ
nθ

}
es el

vector que indica la componente de mezcla para cada estado y cada tiempo. Si se expande
(1.18) de igual manera como la ecuación (1.10), el primero y segundo término no cambian
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debido a que los parámetros son independientes de m. El tercer término en la ecuación
(1.18) seŕıa:

∑
θ∈Q

∑
m∈M

(
nθ∑

n=1

log bθk
n

(
ϕn, mθk

nn

))
P
(
ϕ, θk, m|λ′

)
=

nϑ∑
i=1

M∑
r=1

nθ∑
n=1

log (cirbir (ϕn))

P
(
ϕ, θk

n = i,mθk
nn = r|λ′

) (1.19)

Para optimizar esta expresión, se deben maximizar cada término de las variables “ocul-
tas”por separado. Se puede obtener [14]:

cir =

∑nθ

n=1 P
(
θk

n = i,mθk
nn = r|ϕ, λ′

)
∑nθ

n=1

∑M
r=1 P

(
θk

n = i,mθk
nn = r|ϕ, λ′

) , (1.20)

µir =

∑nθ

n=1 ϕnP
(
θk

n = i,mθk
nn = r|ϕ, λ′

)
∑nθ

n=1 P
(
θk

n = i,mθk
nn = r|ϕ, λ′

) , (1.21)

y

Σir =

∑nθ

n=1 (ϕn − µir) (ϕn − µir)
T P

(
θk

n = i,mθk
nn = r|ϕ, λ′

)
∑nθ

n=1 P
(
θk

n = i,mθk
nn = r|ϕ, λ′

)

El algoritmo dinámico que realiza el ajuste de los parámetros de manera computacional-
mente óptima, es el algoritmo de Baum-Welch [11, 14].

1.3. Entrenamiento discriminativo

El método de entrenamiento más popular para sistemas basados en HMM es la estimación
de máxima verosimilitud. Este método está basado en la teoŕıa clásica de decisión de
Bayes, en la cual se asume que un clasificador óptimo es aquel que implementa una regla
de clasificación de la forma [10]:

C (ϕ) = ci si P (ci|ϕ) = máx
j
P (cj |ϕ) (1.22)

donde ϕ es una observación arbitraria y C (ϕ) representa la decisión de clasificación. En
otras palabras, una observación ϕ es etiquetada a la clase i, si la probabilidad a posteriori
P (ci|ϕ) es mayor que para cualquier otra clase cj . De esta manera se asume que el mı́nimo
error de clasificación es alcanzado cuando se utiliza la regla (1.22). Este criterio de decisión
es llamado el maximum a posteriori (MAP). El mı́nimo error de clasificación alcanzado por
la decisión MAP es llamado el riesgo de Bayes. Para una óptima clasificación por medio
de la regla MAP se requiere el conocimiento exacto de las probabilidades condicionales
P (cj|ϕ) , j = 1, ..., N , donde N es el número de clases. Sin embargo, en la práctica estas
probabilidades no son dadas y deben ser estimadas a partir del conjunto de datos de
entrenamiento. La teoŕıa de decisión de Bayes transforma entonces el problema de diseño
de un clasificador en un problema de estimación de distribución [10]. En muchos problemas
reales estimar la distribución de los datos es una tarea dif́ıcil, debido en primer lugar, a
que en la mayoŕıa de los casos se hace una estimación paramétrica de la distribución de los
datos y está requiere seleccionar la forma de la distribución; esta selección se ve limitada



1. MÉTODOS DE ENTRENAMIENTO DE MODELOS OCULTOS DE MARKOV 13

por la complejidad matemática de funciones de distribución particulares y por tanto es
muy probable que se genere inconsistencia con la distribución real de los datos. Este hecho
causa que la verdadera regla de decisión MAP pueda en muy pocos casos ser implementada.
En segundo lugar, la estimación paramétrica de la forma de la distribución se hace a
partir de los datos de entrenamiento, por lo que se hace necesario para obtener una buena
estimación, que el tamaño del conjunto de datos de entrenamiento sea suficiente, lo que
en muchas tareas de reconocimiento es muy complicado obtener y por lo tanto la calidad
de la de la estimación de los parámetros de la distribución no puede ser garantizado [10].
Por estas razones se han generado diversos métodos de entrenamiento de modelos de
ocultos de Markov, que buscan corregir los problemas de la aproximación clásica y estiman
los parámetros del modelo minimizando directamente una representación adecuada del
error de decodificación [18].

1.3.1. Máxima información mutua

Convencionalmente la estimación de máxima verosimilitud intenta incrementar la proba-
bilidad a posteriori de los datos de entrenamiento dada la secuencia del modelo corres-
pondiente a los datos. Los modelos de otras clases no participan en la re-estimación de los
parámetros, como consecuencia, el criterio ML no relaciona directamente el objetivo de
reducción de la tasa de error [19]. Aunque el entrenamiento de modelos ocultos de Markov
por el método de Máxima información mutua (Maximum Mutual Information (MMI))
busca ajustar una función de distribución, al igual que en el ML, la diferencia radica en el
tipo de distribución que se quiere ajustar. La distribución que se quiere ajustar mediante
ML es la distribución de cada clase, mientras que en MMI se busca ajustar la distribución
posterior de clase condicional (que puede entenderse como una distribución entre clases).
T́ıpicamente, las distribuciones de datos son mucho más complejas de describir que las
distribuciones posteriores, debido a que las distribuciones de datos deben describir todas
las variaciones de los datos dentro de una misma clase, mientras la distribución posterior
sólo se ocupa de los ĺımites entre las clases [18].
Considere el conjunto de modelos HMMs [20].

Ψ = {λi, 1 ≤ i ≤ N} (1.23)

la tarea es minimizar la incertidumbre condicional de una clase i dada una secuencia de
observaciones ϕ de longitud nϕ perteneciente a la clase i. Esto equivale a minimizar la
información condicional:

I (i|ϕ,Ψ) = − log p {i|ϕ,Ψ} (1.24)

En el campo de teoŕıa de la información este problema conduce a la minimización de la
entroṕıa condicional, definida como la esperanza E (·) de la información condicional I,

H (ι|Φ) = E [I (i|ϕ)] (1.25)

donde ι representa todas las clases y Φ representa todas las secuencias de observación.
Entonces la información mutua entre las clases y observaciones dada por:

H (ι,Φ) = H (ι) −H (ι|Φ) (1.26)
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debe ser maximizada teniendo en cuenta que H (ι) es constante. Aunque la ecuación (1.24)
define el criterio MMI, éste puede ser reescrito usando el teorema de Bayes para obtener
una mejor comprensión, como se muestra en la ecuación (1.27) [21]:

EMMI = − log p {i|ϕ,Ψ}

= − log p{i,ϕ|Ψ}
p{ϕ|Ψ}

= − log p{i,ϕ|Ψ}
P

ς
p{ς,ϕ|Ψ}

(1.27)

donde ς representa una clase arbitraria. El objetivo entonces es utilizar un método de
minimización del criterio EMMI en función del conjunto de parámetros de los HMMs, de
tal manera que se maximice la información mutua:

H (ι,ϕ) = H (ι) (1.28)

esto implica que el modelo elimina todas las incertidumbres acerca del etiquetado y de esta
manera, maximizar la información mutua puede conducir a un decodificador perfecto [21].
Por varias razones, el entrenamiento de los HMMs mediante MMI es mucho más complejo
que con ML. Una razón de ésto es la no existencia de fórmulas de reestimación en forma
cerrada similares a aquellas que existen para ML. Un conocido algoritmo utilizado para
maximizar el criterio MML es presentado en [22], éste es basado en una generalización
de la desigualdad de Baum-Eagon [23]. El método fue inicialmente propuesto para HMM
discretos, y generalizado para modelos con densidades Gaussianas en [24] y se conoce como
el algoritmo extendido de Baum - Welch (EBW). Aunque el algoritmo EBW ha sido utili-
zado en diferentes tareas de reconocimiento de voz, presenta algunos defectos que han sido
tratados de corregir por otras aproximaciones [23]. El método MMI demuestra ventajas en
el desempeño en comparación con la aproximación tradicional ML, sin embargo, no ésta
basado en una directa minimización de la función de perdida que está ligada a la tasa de
error de clasificación.

1.3.2. Error de clasificación mı́nimo

El método de entrenamiento empleando el criterio de error de clasificación mı́nimo (mini-
mum classification error - MCE ), introducido en [5] y extendido para HMM en [10], busca
minimizar la probabilidad de error a través de una representación suavizada de la función
de pérdida (loss function) que para el caso en el cual la decisión a tomar es de pertenencia
o no una clase espećıfica, se asume zero-uno. Esto se hace a través de la llamada medida
del error de clasificación, que representa simplemente una medida de la distancia entre
la probabilidad de una decisión correcta y otras decisiones. Existen varias definiciones de
esta medida, una de las cuales está dada por:

di (ϕ) = −gi (ϕ;λi) + log

[
1

N − 1

∑

j,j 6=i

exp [gj (ϕ;λj) η]

]1/η

(1.29)
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donde N es el número de clases, η es un número positivo y gi (ϕ;λ) es la función de
verosimilitud condicional para la clase i, que para el caso de HMM puede ser utilizada la
probabilidad conjunta estado-observación definida por:

gi (ϕ;λ) = log
{

máx
θ

gi (ϕ, θ;λ)
}

= log
{
gi

(
ϕ, θ̄;λ

)}

=
nϕ∑

n=1

[
logΠΠΠ

(i)

θ̄n−1θ̄n
+ log b

(i)
j (ϕn)

]
+ log pθ̄1

(1.30)

donde θ̄ corresponde a la secuencia de estados más probable en el modelo para una se-
cuencia de observación dada, y puede ser calculada mediante el algoritmo de Viterbi [11].
En este trabajo se empleo la función de verosimilitud condicional dada por:

gi (ϕ;λ) =
1

nϕ

(
nϕ∑

n=1

[
logΠΠΠ

(i)

θ̄n−1θ̄n
+ log b

(i)
j (ϕn)

]
+ log pθ̄1

)
(1.31)

la escala 1/nϕ permite normalizar la función de verosimilitid de la duración de las secuen-
cias [25].
La medida de error de clasificación es una función continua de los parámetros del decodi-
ficador e intenta emular la regla de decisión. Para una secuencia de observaciones ϕ que
pertenezca a la clase i, di (ϕ) > 0 implica un error en la clasificación y di (ϕ) ≪ 0 implica
una decisión correcta.
Para completar la definición de la función objetivo la medida definida en (1.29) es embe-
bida en una función zero-uno suavizada (que representa la función de pérdida), para la
cual cualquier miembro de la familia sigmoidal es un obvio candidato [5]:

ℓ (di (ϕ)) =
1

1 + exp (−γdi (ϕ) + α)
(1.32)

donde normalmente α es igual a cero y γ ≥ 1. Claramente se ve que cuando di (ϕi) es
mucho menor que zero, lo que implica una decodificación correcta, no se incurre casi que
en ninguna pérdida. Cuando di (ϕi) es positivo, conduce a una penalización que represen-
ta esencialmente una cuenta en el error de decodificación. Finalmente, para cualquier ϕ
desconocida, el desempeño del clasificador/decodificador se mide por:

ℓ (ϕ;λ) =
N∑

i=1

ℓ (di (ϕ)) 1 (ϕ ∈ ci) (1.33)

donde 1(·) es una función de indicación y es 1 si (·) es verdadero y 0 de otra forma. Esta
definición en tres etapas simula la operación de decodificación a la vez que la evaluación
del desempeño en un forma funcional suavizada, adecuada para la optimización de los
parámetros del clasificador/decodificador. Con base en el criterio de (1.33), se puede elegir
minimizar una de dos cantidades para el cálculo de los parámetros del decodificador: la
pérdida esperada o la pérdida emṕırica [10]. Esto se logra mediante técnicas de gradiente
descendente; en particular el algoritmo descendente probabiĺıstico generalizado (GPD) [5].
El algoritmo GPD puede ser generalizado de la siguiente forma:

λn+1 = λn − ǫnUn∇ℓ (ϕn, λ) |λ=λn
(1.34)
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donde Un es una matriz definida positiva y ǫ es la tasa de aprendizaje [10]. En particular,
el algoritmo GPD es un esquema de minimización sin restricciones que necesita modifica-
ciones para resolver un problema de minimización con restricciones, como es el caso del
entrenamiento de los HMM. Para esto se utiliza una transformación entre los parámetros
minimizados por el algoritmo y los parámetros restringidos de tal manera que se mantenga
las restricciones en el espacio original de los parámetros. Una de las ventajas del algoritmo
de minimización basado en GPD es que este no hace ninguna suposición expĺıcita sobre
las probabilidades desconocidas. Esta propiedad es importante para problemas de recono-
cimiento y aprendizaje adaptativo [10].
Otro algoritmo desarrollados para resolver la tarea de minimización de la función de pérdi-
da es algoritmo Quick - prop [26], que combina una técnica de gradiente descendente y
el algoritmo de Newton y usa una aproximación de la matrix Hessiana que no requiere
cálculos extra, con el objetivo de aumentar la velocidad de convergencia del algoritmo
GPD.
Para utilizar el algoritmo GPD generalizado (1.34), se deben definir las siguientes trans-
formaciones de parámetros que permiten mantener las restricciones probabiĺısticas de los
parámetros de los HMM durante la adaptación:

ΠΠΠjk → Π̃̃Π̃Πjk donde ΠΠΠjk =
exp

(
Π̃̃Π̃Πjk

)

∑nϑ

l=1 exp
(
Π̃̃Π̃Πjl

) (1.35)

pθ1 (j) → p̃θ1 (j) donde pθ1 (j) =
exp (p̃θ1 (j))∑nϑ

l=1 exp (p̃θ1 (l))
(1.36)

Para la adaptación de parámetros de las componentes Gaussianas del modelo, se asume
por simplicidad que la matrix de covarianza Σjr = [σ2

jrp]
ρ
p=1 se asume diagonal.

cjr → c̃jr donde cjr =
exp (c̃jr)∑M
l=1 exp (c̃jl)

(1.37)

µjrp → µ̃jrp donde µ̃jrp =
µjrp

σjrp
(1.38)

σjrp → σ̃jrp donde σ̃jrp = log σjrp (1.39)

Se puede mostrar que para una secuencia ϕn ∈ Ci del conjunto de entrenamiento, el ajuste
discriminativo del parámetro Π̃̃Π̃Π partiendo de la definición (1.34), esta dado por:

Π̃̃Π̃Π(i)
jk

(n + 1) = Π̃̃Π̃Π(i)
jk

(n) − ε
∂ℓi (ϕn;λ)

∂Π̃̃Π̃Π
(i)
jk

∣∣∣∣∣
λ=λn

(1.40)

Realizando la derivada parcial de la ecuación (1.40) se obtiene la siguiente formula para la
actualización de la matriz de transición de estados (El cálculo completo para el desarrollo
de las ecuaciones de reestimación, podrá ser consultado en el apéndice A):

Π̃̃Π̃Π
(i)
jk (n+ 1) = Π̃̃Π̃Π

(i)
jk (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t−1 − j

)
δ
(
θ̄t − k

) (
1 −ΠΠΠ

(i)
jk (n)

) (1.41)
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donde δ es la función delta de Kronecker. De igual forma, para actualizar el vector de
probabilidad de estado inicial, se utiliza la definición (1.34) y se obtiene:

p̃
(i)
θ1

(j, n + 1) = p̃
(i)
θ1

(j, n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))
1

nϕ
δ
(
θ̄1 − j

) (
1 − p

(i)
θ1

(j, n)
) (1.42)

Las ecuaciones para actualizar los parámetros de las mezclas gaussianas del modelo, se
presentan a continuación:

c̃
(i)
jr (n+ 1) = c̃

(i)
jr (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t − j

) (
b
(i)
j (ϕt)

)−1 ∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2

exp

(

−1
2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

(n)

σ
(i)
jrl

(n)

)2
)

c
(i)
jr

(
1 − c

(i)
jr

)
(1.43)

µ̃
(i)
jrm (n + 1) = µ̃

(i)
jrm (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t − j

)
c
(i)
jr

(
b
(i)
j (ϕt)

)−1 ∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2

exp

(

−1
2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

(n)

σ
(i)
jrl

(n)

)2
)(

ϕtm

σ
(i)
jrm

(n)
− µ̃

(i)
jrm (n)

) (1.44)

σ̃
(i)
jrm (n + 1) = σ̃

(i)
jrm (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t − j

)
c
(i)
jr

(
b
(i)
j (ϕt)

)−1 ∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2

exp

(
−1

2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

(n)

σ
(i)
jrl

(n)

)2
)((

ϕtm−µ
(i)
jrm(n)

σ
(i)
jrm(n)

)2

− 1

) (1.45)

De igual forma, el desarrollo completo para la determinación de las ecuaciones de reesti-
mación de los parámetros, se presenta en el apéndice A.



Caṕıtulo 2

Comparación de modelos ocultos de
Markov

Uno de los principales problemas que debe ser abordado cuando se emplean modelos
ocultos de Markov, es la estrategia de clasificación de una nueva secuencia de entrada. La
manera convencional de clasificación, es encontrar la máxima probabilidad a posteriori de
que un modelo particular λ, genere la secuencia de observación ϕ que se desea etiquetar.
De esta manera, si se tienen dos modelos λ1 y λ2 (cada uno perteneciente a una clase
particular), la secuencia nueva será asignada a la clase del modelo que generó la mayor
probabilidad a posteriori. Aśı

C (ϕ) =

{
1, si p (ϕ|λ1) > p (ϕ|λ2)
2 , si p (ϕ|λ2) > p (ϕ|λ1)

(2.1)

donde C (·) es la clase asignada a la secuencia ϕ. En otras palabras, la probabilidad de que
un HMM genere una secuencia dada, indica qué tan probable es que ésta sea miembro de
la familia de secuencias modeladas por el HMM, y la secuencia de estados más probable,
asociada a la secuencia de observaciones, corresponde al “alineamiento” de la secuencia
en relación con la familia de secuencias modeladas [27].
La forma de clasificación descrita en (2.1), aunque ha sido empleada en diversas aplica-
ciones que involucran el empleo de HMM’s [11, 21, 28, 29, 30], no da una medida de la
semejanza (o diferencia) entre los mismos. El objetivo de establecer un métrica que refleje
de manera cuantitativa la diferencia entre dos HMM’s, parte de la necesidad de compa-
rar dos trayectorias dinámicas (secuencias estocásticas), que t́ıpicamente son modelados
a partir de HMM’s [31]. Por consiguiente, obtener una métrica que permita establecer la
similitud entre modelos, permite impĺıcitamente comparar la similitud entre dos trayecto-
rias (secuencias).
Una definición alternativa presentada en [32], define el problema de comparación, como el
de asignar una distancia a un par de sistemas llamados secuencias

ϕ1 =
〈
ϕ1,1, ϕ1,2, ..., ϕ1,nϕ1

〉
ϕ2 =

〈
ϕ2,1, ϕ2,2, ..., ϕ2,nϕ2

〉
(2.2)

emitidas por dos procesos, mientras procesaban la misma entrada. Cada ϕi,j denota la
salida del j-ésimo sistema ante la i-ésima entrada. La distancia podŕıa indicar si estás

18
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secuencias reflejan actividades similares.
Dados dos procesos aleatorios de Markov de primer orden λ1 y λ2 se debe hallar una medida
de similitud o distancia entre los mismos, d(λ1, λ2), con el fin de medir su equivalencia
estad́ıstica. En la práctica, se han propuesto diversas medidas de distancia. La primer
medida propuesta corresponde a una forma generalizada de la distancia eucĺıdea entre las
matrices de probabilidad estado-observación, que se define como:

d(λ1, λ2) =

√√√√ 1

nϑ

nϑ∑

j=1

nυ∑

k=1

‖b(1)j (υk) − b
(2)
j (υk) ‖2, (2.3)

Un caso más general de esta medida se realiza encontrando el estado del segundo proceso
que minimiza la diferencia entre las probabilidades del los modelos,

d(λ1, λ2) =

{
1

nϑnυ

nϑ∑

j=1

nυ∑

k=1

(
b
(1)
j (υk) − b

(2)
s(j) (υk)

)2
}1/2

(2.4)

donde s(j) es la permutación de los estados que minimiza (2.4). Las medidas (2.3) y (2.4)
son inadecuadas, dado que no toman en cuenta la estructura temporal representada en la
cadena de Markov, por lo que podŕıa darse el caso en el cual es posible encontrar un par de
modelos ocultos de Markov, con una distancia entre śı que tienda a cero, pero con medidas
respectivas de probabilidad, Pλ y Pλ′ , completamente diferentes [33]. Además del problema
antes descrito para la medida basada en la distancia eucĺıdea, existe una razón más para
descartar su utilización en este trabajo, y es debido a que esta media está orientada a
comparar HMM discretos, por lo que no puede ser empleada en la medición de modelos
continuos, que son precisamente, los modelos empleados por el algoritmo MCE, utilizado
en este trabajo.
Una medida alterna presentada en [34], permite comparar dos modelos HMM, utilizando
toda la información contenida en el modelos. La media fue desarrollada con base en la
distancia de Kullback-Leibler entre dos funciones de densidad de probabilidad p1(ϕ) y
p2(ϕ). Para entender mejor la definición de la medida de distancia entre HMM descrita
en [34], se revisará primero la distancia de Kullback-Leibler.

2.1. Distancia de Kullback-Leibler

La distancia de Kullback-Leibler puede ser usada para juzgar qué tan cercanas son dos
funciones de densidad de probabilidad p1(ϕ) y p2(ϕ). La medida que determina qué tan
cercana es la función de densidad p2(ϕ) a p1(ϕ) con respecto a p1(ϕ) es [35]:

I (p1, p2) =

∫ ∞

−∞

p1 (ϕ) log

(
p1 (ϕ)

p2 (ϕ)

)
dϕ (2.5)

En el caso en que p1(ϕ) y p2(ϕ) son funciones de probabilidad de masa, entonces

I (p1, p2) =
∑

∀ϕ

p1 (ϕ) log

(
p1 (ϕ)

p2 (ϕ)

)
(2.6)
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Se debe tener en cuenta que la distancia Kullback-Leibler no es simétrica I (p1, p2) 6=
I (p2, p1). Si el objetivo es simplemente comparar p1 y p2 se puede definir una medida de
distancia simétrica como [35]:

Is =
1

2
[I (p1, p2) + I (p2, p1)] (2.7)

El t́ıpico problema de aproximación, es que dada la función de densidad p(ϕ), cómo se
puede aproximar está con otra función de densidad

⌢
p (ϕ) (donde

⌢
p (ϕ) puede ser una

función parametrizada). Entonces para obtener
⌢
p (ϕ), se puede considerar el problema

⌢
p
∗

= arg mı́n
⌢
p

[
I
(
p,

⌢
p
)]

(2.8)

Usando I
(
p,

⌢
p
)

=
∫

ϕ
p (ϕ) log p (ϕ)−

∫
ϕ
p (ϕ) log

⌢
p (ϕ) la minimización de la ecuación (2.7)

es equivalente a:
⌢
p
∗

= arg máx
⌢
p

∫

ϕ

p (ϕ) log
⌢
p (ϕ) (2.9)

Por consiguiente, I
(
p,

⌢
p
)

puede también ser interpretada como:

I
(
p,

⌢
p
)

= Ep(ϕ) [log p (ϕ)] −Ep(ϕ)

[
log

⌢
p (ϕ)

]
(2.10)

2.1.1. Distancia entre HMMs

Si se tienen dos HMMs λ1 y λ2, es posible calcular la distancia de ambos tomando como
base la ecuación (2.6), a partir de:

d (λ1, λ2) = ĺım
nϕ→∞

1

nϕ

(logP (ϕ1|λ1) − logP (ϕ1|λ2)) (2.11)

La media de distancia definida en (2.11) es no simétrica, una extensión natural de la media
anterior, es la media dada por:

d(λ1, λ2) =
1

2
(log(P11P22) − log(P12P21)) , (2.12)

donde,
Pij = P (ϕ̂i|λj)

1/nϕi , (2.13)

siendo nϕi
la longitud de la sucesión ϕi generada de forma estocástica a partir del modelo

λi. La medida d(λ1, λ2) está determinada uńıvocamente sólo en el ĺımite, cuando nϕi
→ ∞.

Aśı mismo, se puede demostrar que, si Pii es un máximo global, la distancia de Kullback-
Leibler tiene las siguientes propiedades [11]:

1. d(λ1, λ2) = d(λ2, λ1)

2. d(λ1, λ2) ≥ 0

3. d(λ1, λ2) = 0 si λ1 ∼ λ2 ó ϕ1 = ϕ2
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Una de las desventajas que tiene este tipo de distancia se encuentra en la necesidad de
realizar la simulación, empleando algún método (por ejemplo Monte Carlo), para generar
las sucesiones ϕ̂i, lo cual eleva el costo computacional. En [36], se propone una cota
superior para la distancia de Kullback Leibler, que hace innecesario el procedimiento de
simulación. Además del problema comentado antes, en [37] se plantea que la métrica de
Kullback-Leibler, mide la distancia entre probabilidades a través de la entroṕıa relativa y
que ésta no es una verdadera métrica.

2.2. Distancia a partir de medidas de similitud

Está medida de similitud estocástica propuesta en [31], fue presentada inicialmente para
modelos “discretos”, sin embargo, su generalización a modelos continuos se realiza de forma
directa. La medida de similitud cuantifica la semejanza entre dos trayectorias estocásticas
con dimensión múltiple en correspondencia con los modelos ocultos de Markov dados,

s(ϕ1,ϕ2) =

√
P21P12

P11P22
(2.14)

donde,
Pij = P (ϕi|λj)

1/nϕi (2.15)

representa la probabilidad de la sucesión de observación ϕi dada por el modelo λj , normali-
zado con respecto a nϕi

, donde nϕi
es la longitud de la sucesión ϕi. Se puede demostrar [31]

que si Pii es un máximo global, la medida de similitud tiene las siguientes propiedades:

1. s(ϕ1,ϕ2) = s(ϕ2,ϕ1)

2. 0 < d(ϕ1,ϕ2) ≤ 1

3. s(ϕ1,ϕ2) = 1 si λ1 ∼ λ2 ó ϕ1 = ϕ2

En algunas ocasiones es más conveniente representar la similitud entre dos modelos de
Markov a través de una medida de distancia en lugar de una medida de similitud. Dada
la medida de similitud s(ϕ1,ϕ2), la medida de distancia se puede obtener a partir de

d(ϕ1,ϕ2) = − log s(ϕ1,ϕ2) (2.16)

tal que se cumple d(ϕ1,ϕ2) = d(ϕ2,ϕ1), d(ϕ1,ϕ2) ≥ 0 y d(ϕ1,ϕ2) = 1 si λ1 ∼ λ2

ó ϕ1 = ϕ2.
A diferencia de las sucesiones de observación ϕi, las sucesiones de observación ϕ̂i de (2.13)

no son únicas debido a que son generadas de forma estocástica a partir de λ̂i.
Aunque de forma general d(λ̂1, λ̂2) (ecuación (2.12)) y d(ϕ1,ϕ2) (ecuación (2.16)) no son
equivalentes, bajo ciertas presunciones las dos nociones (distancia entre los modelos ocultos
y distancia entre sucesiones de observación) convergen a una equivalencia. Espećıficamente,

se tiene que, d(ϕ1,ϕ2) = d(λ̂1, λ̂2) si y sólo si

1. λ1 ∼ λ̂1 y λ2 ∼ λ̂2
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2. P11 y P22 son máximos globales.

3. n̂ϕi
→ ∞

Un problema de las medias anteriores, es que no tienen en cuenta la información de la se-
cuencia de estados, seguida por cada una de las secuencias de observaciones en los modelos.
Está información tiene gran relevancia para comparar las dinámicas modeladas por ambos
modelos [35]. En [27] se presenta un conjunto de métricas entre HMMs, desarrolladas a
partir de la definición de probabilidad de co-emisión entre dos modelos. Estas medidas
tienen en cuenta la información de la secuencia de estados.

2.3. Medidas de distancia a partir de la probabilidad

de co-emisión

La probabilidad de co-emisión de dos modelos, se define como la probabilidad de que
independientemente los modelos generen la misma secuencia sobre un alfabeto υ, se define
como [27]: ∑

ϕ∈U

P (λ1|ϕ)P (λ2|ϕ) (2.17)

donde P (λi|ϕ) es la probabilidad de que el modelo λi genere la secuencia ϕ. El problema
de está aproximación, es que para calcular la probabilidad de co-emisión se requiere que
los modelos sean discretos y de arquitectura izquierda-derecha [11].
Para calcular la probabilidad de co-emisión se construye una tabla indexada por estados
de los dos HMM, tal que A(θ, θ′) - donde θ es un estado de λ1 y θ′ es un estado de
λ2- contiene la probabilidad de estar en el estado θ en λ1 y θ′ en λ2 y haber generado
independientemente secuencias idénticas en las trayectorias a θ y a θ′. La entrada indexada
por los dos estados finales es la probabilidad de co-emisión.
La construcción de la tabla A, depende el tipo de estados del modelo. Para estados que
emitan śımbolos en ambos modelos y con lazos de transición en si mismos, se tiene que:

A(θ, θ′) =
1

1 − r
A0(θ, θ

′) (2.18)

donde A0(θq, θ
′
q) se construye sumando todas las posibles combinaciones de estados con

transiciones a θq y θ′q (incluyendo las combinaciones con θq o θ′q pero no ambos) de la
siguiente forma:

A0(θ, θ
′) =p(A(θi, θ

′
i)πθiθq

π′
θ′iθ

′

q
+ A(θj , θ

′
i)πθjθq

π′
θ′iθ

′

q
+ · · ·+ A(θq, θ

′
i)πθq ,θq

π′
θ′i,θ

′

q
+ . . .

+ A(θk, θ
′
q)πθk ,θq

π′
θ′q,θ′q

)

(2.19)
donde πθiθj

es la probabilidad de transición del estado i al estado j en el modelo λ y π′
θ′iθ

′

j
es

la probabilidad de transición del estado θ′i al estado θ′j en el modelo λ′. p es la probabilidad
de que dos estados independientemente generen el mismo śımbolo, aśı:

p =
∑

υk∈U

bθi
(υk)bθ′i(υk) (2.20)
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donde bθi
(ϕk) es la probabilidad de emitir el śımbolo υk en el estado θi del modelo λ y

bθ′i(ϕk) es la probabilidad de emitir el śımbolo υk en el estado θ′i del modelo λ′. r en la
ecuación (2.18) es la probabilidad de escoger independientemente lazos de transición en si
mismos y emitir el mismo śımbolo en θq y θ′q, aśı:

r = pπθq,θq
π′

θ′q ,θ′q
(2.21)

La probabilidad de co-emisión de dos modelos λ1 y λ2 se denota por PA(λ1, λ2). Basado
en la probabilidad de co-emisión se definen dos métricas [27]:

dang(λ1, λ2) = arc cos(PA(λ1, λ2)/
√
PA(λ1, λ1)PA(λ2, λ2)) (2.22)

ddif(λ1, λ2) =
√
PA(λ1, λ1) + PA(λ2, λ2) − 2PA(λ1, λ2) (2.23)

Las medidas anteriores son derivadas de interpretar un HMM como un vector de secuencias
[27]. Aśı, la probabilidad de co-emisión se puede convertir en el producto interno

〈λ1, λ2〉 = |λ1| |λ2| cos υ (2.24)

de los modelos. Donde υ es el angulo entre los modelos y |λi| es la longitud de λi. El angulo
entre los modelos da una medida de ortogonalidad pero no tiene en cuenta la longitud (dos
modelos son ortogonales, si y sólo si, no pueden generar secuencias identicas, y paralelo si
expresan la misma distribución de probabilidad), mientras que la medida de diferencia es
derivada de la medida estándar en espacios de vectores, la norma euclidiana de la diferencia
entre los dos vectores.
Aunque las medidas derivadas de la probabilidad de co-emisión tienen en cuenta la infor-
mación de la secuencia de estados de los modelos, no lo hacen a partir de una secuencia
de entrada particular; es decir, no se estima la secuencia de estados para una secuencia ϕ
determinada, en cada uno de los modelos, sino que la probabilidad en la cual se basa la
métrica, es independiente de una nueva secuencia arbitraria. Una distancia de probabili-
dad apropiada, debeŕıa estar relacionada a una distribución de probabilidad condicional
dada una secuencia de observación, en lugar de utilizar distribuciones de probabilidad in-
condicionales o marginales [38]. Adicionalmente, las métricas derivadas de la probabilidad
de co-emisión, de igual forma que la medida derivada de la distancia eucĺıdea, se aplican
a modelos discretos que no pueden ser utilizados en el algoritmo MCE.

2.4. Generalización de distancias a partir de la pro-

babilidad de Viterbi

Las medidas descritas en la secciones 2.1 y 2.2 aunque están basadas en probabilidades de
secuencias de observación, condicionadas a los modelos comparados, no tienen en cuenta la
información de la secuencia de estados seguida por el modelo, para generar la secuencia de
observación dada. En [35] se propone utilizar la información de la secuencia de estados más
probable en el modelo, a partir de la probabilidad conjunta estado-observación P (ϕ, θ|λ),
que puede ser calculada utilizando el algoritmo de Viterbi [11], en lugar de la máxima
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probabilidad a posteriori (2.13). Ahora, la distancia entre HMMs a partir de la definición
(2.11), se convierte en [35]:

d (λ1, λ2) = ĺım
nϕ→∞

1

nϕ

(
log p

(
⌢
ϕ1, θ1|λ1

)
− log p

(
⌢
ϕ1, θ2|λ2

))
(2.25)

De igual forma que la ecuación (2.11), la medida definida en (2.25), es no simétrica, una
versión simétrica derivada de la ecuación (2.12), está dada por:

d (λ1, λ2) =
1

2

(
log
(
P̃11P̃22

)
− log

(
P̃12P̃21

))
(2.26)

donde,

P̃ij = P
(

⌢
ϕi, θj |λj

)1/nϕi (2.27)

La generalización para el caso de la medida de distancia a partir de similitud, se hace de
manera análoga a lo descrito para el caso de la distancia Kullback-Leibler. Aśı, la ecuación
(2.15) se convierte en:

P̃ij = P (ϕi, θj|λj)
1/nϕi (2.28)

Entonces, la distancia a partir de la medida de similitud descrita en la ecuación (2.16), se
puede expresar como:

d (ϕ1, ϕ2) = − log
√

P̃21P̃12

P̃11P̃22

= −1
2

(
log
(
P̃21P̃12

)
− log

(
P̃11P̃22

))

= −1
2

((
− log P̃11 + log P̃12

)
+
(
− log P̃22 + log P̃21

))

= −1
2
(d∗12 + d∗21)

(2.29)

donde,
d∗12 = − log P̃11 + log P̃12 y d∗21 = − log P̃22 + log P̃21 (2.30)

La medida de distancia d∗12, es no simétrica y podŕıa ser interpretada como la distancia
que existe entre la secuencia de observación ϕ2 y ϕ1 con respecto a ϕ1 [35].
Si se comparan las medidas descritas en la ecuación (2.30), con la medida de distancia
propuesta en la ecuación (1.29), se puede llegar a la conclusión que son iguales para el
caso particular en el cual, se tienen únicamente dos clases definidas para el entrenamiento
de HMMs por medio del criterio MCE.



Caṕıtulo 3

Extracción de caracteŕısticas

3.1. Métodos convencionales de extracción de carac-

teŕısticas

La principal tarea de un extractor de caracteŕısticas es seleccionar o combinar las carac-
teŕısticas que contienen más información y remover las componentes redundantes, con el
objetivo de mejorar la eficiencia de la etapa subsecuente de clasificación sin degradar su
desempeño [39]. La mayor parte de los métodos de extracción de caracteŕısticas encon-
trados en la literatura, están basados en métodos de extracción lineal. La extracción de
caracteŕısticas lineal, proyecta los vectores de parámetros del espacio paramétrico dentro
de un espacio caracteŕıstico, a través de una matriz de transformación lineal T . Suponga
que el vector correspondiente a una observación de entrada ϕ es un vector ρ-dimensional
y T es una matriz ρ× ̺ (ρ ≥ ̺). El vector de caracteŕısticas extráıdo ψ es:

ψ = T Tϕ (3.1)

La diferencia entre los algoritmos de extracción de caracteŕısticas, es el criterio por el
cual optimizan la transformación T . Los métodos básicos más empleados en tareas de
extracción lineal son: El Análisis Discriminante Lineal (Linear Discriminant Analysis -
LDA)y El Análisis de Componentes Principales (Principal Component Analysis - PCA) [3].
Brevemente hablando, LDA optimiza T maximizando la relación entre la dispersión entre
- clases y la dispersión intra - clases; PCA obtiene T buscando las direcciones en el espacio
original que tienen mayor variación.

3.1.1. Análisis de componentes principales

El análisis de componentes principales (Principal component analysis - PCA), es una técni-
ca estad́ıstica cuyo propósito es condensar la información de un gran conjunto de variables
correlacionadas, en otro conjunto con menos variables (”las componentes principales”) [3],
reteniendo tanto como sea posible la variación presente en el conjunto inicial de datos.
Suponga que ϕ es un vector aleatorio ̺-dimensional. PCA primero busca una función li-
neal αT

1 ϕ de ϕ que tenga máxima varianza, donde α1 = {α11, α12, ..., α1m} es un vector

25
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̺-dimensional y

αT
1 ϕ = α11ϕ1 + α12ϕ2 + ... + α1̺ϕ̺ =

̺∑

i=1

α1iϕi (3.2)

Luego busca una segunda función lineal αT
2 ϕ que es no correlacionada con αT

1 ϕ y tiene
la segunda varianza máxima. Este procedimiento se repite hasta que la k -ésima función
deseada αT

k ϕ sea encontrada [39]. Estas k variables, αT
1 ϕ, α

T
2 ϕ, ..., α

T
k ϕ, son llamadas las

componentes principales y en general pueden ser encontradas hasta ̺ componentes prin-
cipales.
El primer componente principal se define como la combinación lineal de variables origina-
les que tienen varianza máxima. Matemáticamente considere el primer componente αT

1 ϕ,
α1 maximiza var

[
αT

1 ϕ
]

= αT
1 Σα1 sujeto a αT

1 α1 = 1. Donde Σ es la matriz de covarianza
de las observaciones. Usando multiplicadores de Lagrange se tiene:

αT
1 Σα1 − u1(α

T
1 α1 − 1) (3.3)

donde, u1 es un multiplicador de Lagrange. Derivando (3.3) con respecto a α1 se tiene:

(Σ − u1I̺)α1 = 0 (3.4)

donde I̺ es una matriz identidad de tamaño ̺×̺. Note que la cantidad a ser maximizada
es:

αT
1 Σα1 = αT

1 u1α1 = u1α
T
1 α1 = u1 (3.5)

Lo que implica que u1 es el mayor valor propio de la matriz Σ y α1 su correspondiente
vector propio [39, 40].
Considere la segunda componente principal, αT

2 ϕ, maximizar αT
2 Σα2, sujeto a que sea no

correlacionado con la primera componente principal y αT
2 α2 = 1. Esto es,

αT
2 Σα2 − u2

(
αT

2 α2 − 1
)
− φαT

2 α1 (3.6)

donde u2 y φ son multiplicadores de Lagrange. Derivando 3.6 con respecto a α2 se tiene:

Σα2 − u2α2 − φα1 = 0 (3.7)

multiplicando el lado izquierdo de (3.7) por αT
1 , se tiene:

αT
1 Σα2 − u2α

T
1 α2 − φαT

1 α1 = 0 (3.8)

en la ecuación (3.8), los primeros dos términos son iguales a cero, razón por la cual, para
que se cumpla la igualdad es necesario que φ = 0. Aśı, la ecuación (3.7) se convierte en:

Σα2 − u2α2 = 0 (3.9)

Una vez más, u2 = αT
2 Σα2, por consiguiente u2 es el segundo más grande valor propio de

la matriz Σ y α2 su correspondiente vector propio. Siguiendo la misma estrategia puede
ser mostrado [39], que el vector de coeficientes αk de la k-ésima componente principal, es
el vector propio correspondiente al k-ésimo mayor valor propio de Σ.
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PCA para reducción de dimensionalidad en clasificación

Para un conjunto J de datos ̺-dimensionales, los ρ ejes principales T1, T2, ..., Tρ, donde
1 ≤ ρ ≤ ̺ son ejes ortonormales, sobre los cuales la varianza retenida es máxima en el
espacio proyectado. Generalmente, T1, T2, ..., Tρ pueden ser dados por los ρ vectores propios
asociados a los mayores valores propios de la matriz de covarianza Σ de la muestra, dada
por:

Σ =
1

N

N∑

i=1

(ϕi − µ)T (ϕi − µ) (3.10)

donde ϕi ∈ J , µ es la media de la muestra y N es el número de muestras, tal que:

ΣTi = uiTi i ∈ 1, ..., ̺ (3.11)

Los ̺ componentes principales de un vector de observaciones dado ϕ ∈ J están dados
por:

ψ = [ψ1, ..., ψρ] =
[
T T

1 ϕ, ..., T
T
ρ ϕ
]

= T Tϕ (3.12)

Los ̺ componentes principales de ϕ, son entonces no correlacionados en el espacio pro-
yectado. En un problema multi-clase, las variaciones de los datos son determinadas en
una base global [41], que significa que los ejes principales son derivados de una matriz de
covarianza global. Una suposición hecha por la reducción de dimensión por PCA es que
la mayor parte de la información contenida en los vectores de observación es contenida en
el subespacio generado por los primeros ρ ejes principales, donde ρ < ̺. Por consiguien-
te, cada vector de datos original puede ser representado por su vector de componentes
principales:

ψ = T Tϕ (3.13)

donde T es una matriz ̺× ρ.
El mérito de PCA está en que las variables extráıdas tiene la mı́nima correlación a lo
largo de los ejes principales. Sin embargo, existen algunos defectos que se encuentran
en PCA. Primero, cómo se menciona en [40], PCA es un método sensitivo a la escala,
es decir, las componentes principales pueden ser dominadas por elementos con grandes
varianzas. Otro problema que presenta PCA es que las direcciones de máxima varianza
no son necesariamente las direcciones de máxima discriminación dado que no utiliza la
información de etiquetado de las clases.

3.1.2. Análisis discriminate lineal

Discriminate lineal de Fisher

El objetivo del discriminante lineal de Fisher es separar la clases, proyectando las muestras
de las clases de un espacio ̺-dimensional dentro de una linea. Para un problema que
envuelve K clases, la generalización natural del discriminante lineal de Fisher envuelve
K − 1 funciones discriminantes. Aśı, la proyección es de un espacio ̺-dimensional a un
espacio K − 1-dimensional. Es tácitamente asumido que ̺ ≥ K [3].
Suponga que se tienen K clases, C1, ..., CK , Sea ϕji el i-ésimo vector de observaciones de
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la clase Cj, donde i = 1, ..., Nj y Nj es el número de observaciones de la clase j. El vector
de medias y la matriz de covarianza de la clase j están dados por:

µj =
1

Nj

Nj∑

i=1

ϕji (3.14)

y

Σj =
1

Nj

N∑

i=1

(ϕji − µj) (ϕji − µj)
T (3.15)

La matriz de covarianza intra-clase ΣW está dada por:

ΣW =
K∑

j=1

Σj (3.16)

La media y la matriz de covarianza para el conjunto total de datos ΣT , están dadas por:

µ =
1

N

K∑

j=1

Nj∑

i=1

ϕji =
1

N

K∑

j=1

Njµj (3.17)

y

ΣT =

K∑

j=1

Nj∑

i=1

(ϕji − µ) (ϕji − µ)T (3.18)

donde N =
∑K

j=1Nj . Se sigue entonces que:

ΣT =
K∑

j=1

Nj∑
i=1

(ϕji − µj + µj − µ) (ϕji − µj + µj − µ)T

=
K∑

j=1

Nj∑
i=1

(ϕji − µj) (ϕji − µj)
T +

K∑
j=1

Nj∑
i=1

(µj − µ) (µj − µ)T

= ΣW +
K∑

j=1

Nj (µj − µ) (µj − µ)T

(3.19)

El segundo término en la ecuación (3.19) se define como la matriz de covarianza entre -
clases. Se tiene entonces que:

ΣB =

K∑

j=1

Nj (µj − µ) (µj − µ)T (3.20)

y
ΣT = ΣW + ΣB (3.21)

En este caso, la proyección de un espacio ̺-dimensional a un espacio ρ-dimensional es
realizado por K − 1 funciones discriminantes:

ψi = wT
i ϕ i = 1, 2, ..., K − 1 (3.22)
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La proyección en la ecuación (3.22), puede ser reescrita en forma matricial como:

ψ = W Tϕ (3.23)

Las muestras ϕ1, ..., ϕN son proyectadas a un conjunto correspondiente de muestras ψ1, ..., ψN ,
las cuales pueden ser descritas por su propio vector de medias y matriz de covarianza, de-
finidas por:

µ̃j =
1

Nj

Nj∑

i=1

ϕji (3.24)

µ̃ =
1

N

Nj∑

i=1

Njµ̃j (3.25)

Σ̃W =
K∑

j=i

Nj∑

i=1

(ψji − µ̃j) (ψji − µ̃j)
T (3.26)

y

Σ̃B =
K∑

j=i

Nj (µ̃j − µ̃) (µ̃j − µ̃)T (3.27)

De una forma directa se puede mostrar que [39]:

Σ̃W = W TΣWW (3.28)

y
Σ̃B = W TΣBW (3.29)

El discriminante lineal de Fisher es entonces definido como una función lineal W Tϕ para
la cual la función criterio

J (W ) =

∣∣∣Σ̃B

∣∣∣
∣∣∣Σ̃W

∣∣∣
=
W T ΣBW

W T ΣWW
(3.30)

es máximo.
Se puede mostrar que la solución de la ecuación (3.30), corresponde a calcular los mayores
k − 1 valores propios generalizados (y sus correspondientes vectores propios) de la matriz
Σ−1

W ΣB .
Aunque la evidencia practica ha mostrado que el análisis discriminante es efectivo, una
separación significante no implica necesariamente buena clasificación [42]. El análisis dis-
criminante multi-clase está relacionado con la búsqueda de una transformación lineal, que
reduzca la dimensión de un modelo estad́ıstico ̺-dimensional de K clases, a un espacio
de representación de dimensión K − 1, manteniendo el máximo conjunto de información
discriminante en un modelo de baja dimensión. Se ha mostrado que para un problema
multi-clase [42], el criterio de Fisher está maximizando la distancia cuadrática media en-
tre las clases en un espacio de baja dimensión, lo que es claramente diferente de minimizar
el error de clasificación [43]. Cuando se maximiza la distancia cuadrática media, el par de
clases que tienen mayor distancia, dominan completamente la descomposición en valores
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propios. La transformación resultante preserva la distancia de las ya bien separadas cla-
ses. Como consecuencia, puede existir un gran solapamiento de las clases restantes, lo que
recae en un clasificación subóptima con baja tasa de exactitud.
Para el caso en el cual se cuenta únicamente con dos clases, la proyección del conjunto de
datos de entrada a una única ĺınea, no entrega suficiente información discriminante en un
problema medianamente complejo.

3.2. Extracción de caracteŕısticas para mı́nimo error

de clasificación

El método de extracción de caracteŕısticas basado en el algoritmo de mı́nimo error de
clasificación [44], pretende de igual forma que los métodos convencionales de extracción de
caracteŕısticas, proyectar los datos de entrada a un espacio de menor dimensión, mediante
una transformación lineal. En este caso, las funciones discriminantes son medidas basadas
en la distancia de Mahalanobis, dadas por [1]:

gi (ϕ,Λ) = (ϕ− µ(i))T
(
Σ(i)
)−1

(ϕ− µ(i)) (3.31)

donde µ es la media de la clase y Σ la matriz de covarianza. Para poder utilizar estas
funciones discriminantes dentro del algoritmo MCE, se define una medida de mala clasi-
ficación en un problema multi-clase dada por:

dk (ϕ,Λ) =

(
1

N−1

∑
∀ i6=k

gi (ϕ,Λi)
η

)1/η

gk (ϕ,Λk)
(3.32)

La medida de mala clasificación de la ecuación (3.32), está embebida en la función sigmoi-
dal definida en la ecuación (1.32). La medida (3.32) es equivalente a la medida definida en
(1.29), pero para el caso en el cual las funciones discriminantes no son de tipo logaritmico.
Debido a que el método reduce el espacio de caracteŕısticas proyectando el vector de en-
trada a través de una transformación lineal, se asume que las caracteŕısticas a la entrada
son de tipo estático.
La matriz de transformación W es estimada utilizando el criterio de optimización del
algoritmo MCE, razón por la cual la transformación está orientada a disminuir el error
de clasificación y actúa por lo tanto de manera conjunta con el objetivo de diseño del
clasificador.
Si la transformación del espacio de entrada se expresa de igual forma como en la ecuación
(3.23), la función de perdida a ser minimizada puede ser expresada como:

ℓ (ψ) =
1

1 + exp (−γd (WTϕ,Λ))
=

1

1 + exp (−γd (ψ,Λ))
(3.33)

Los elementos de la transformación lineal pueden ser optimizados empleando la regla
(1.34), como:

Wsq (n+ 1) = Wsq (n) − ε
∂ℓi
∂Wsq

∣∣∣∣
Wsq=Wsq(n)

(3.34)
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donde s y q son los indicadores de fila y columna de la matriz de transformación y ℓi es la
perdida emṕırica para el conjunto completo de datos.
Para un caso bi-clase, el gradiente de la ecuación (3.34) con respecto a W puede ser
calculado por [1]:

– MCE Convencional :

∂ℓi
∂Wsq

= εℓi (1 − ℓi)

(
∂gk (Wϕ,Λ)

∂Wsq
−
∂gj (Wϕ,Λ)

∂Wsq

)
(3.35)

– MCE Alternativo:

∂ℓi

∂Wsq
= εℓi (1 − ℓi)(

(∂gj(Wϕ,Λ)/∂Wsq)gk(Wϕ,Λ)−(∂gk(Wϕ,Λ)/∂Wsq)gj(Wϕ,Λ)

(gk(Wϕ,Λ))2

) (3.36)

dado que en este caso las funciones discriminantes están basadas en la distancia de
Mahalanobis, las derivas parciales de las funciones g son de la forma:

∂gm (Wϕ,Λ)

∂Wsq
= (Wϕ− µ)T Σ−1 (Wϕ− µ) (3.37)

Un aspecto importante que debe ser considerado en relación con el método de reducción
de dimension empleando el algoritmo MCE, es la inicialización de los parámetros, debido
a que el método de gradiente descendente utilizado por el algoritmo MCE no garantiza el
hallazgo de un mı́nimo global de la función de pérdida.
Uno de los problemas que presenta el método descrito anteriormente, es que de manera
similar a los métodos convencionales de extracción de caracteŕısticas, no está desarrolla-
do para espacios de representación que utilizan variables dinámicas, ya que desconoce la
información dinámica que éstas presentan. Por otro lado, si se observa detenidamente,
a diferencia de otros métodos como PCA, la transformación fue optimizada sin ninguna
restricción, lo que conlleva a que las caracteŕısticas en el espacio transformado no están aco-
tadas. Este hecho puede presentar diversos problemas de sesgo en la clasificación, debido
a la influencia negativa que tiene la diferencia entre ordenes de magnitud de los paráme-
tros considerados, por ejemplo, cuando se trabaja con base en el cálculo de matrices de
covarianza [45].
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Caṕıtulo 4

Análisis experimental de la reducción
de espacios empleando HMM

4.1. Extracción de caracteŕısticas y entrenamiento si-

multaneo de HMM

De manera similar al método de EC descrito en la sección 3.2, se puede extender el al-
goritmo MCE orientado a la estimación de parámetros de un HMM, a un método de EC
que emplee el mismo criterio de optimización. De está manera, se elimina el problema de
inconsistencia entre las etapas de EC y clasificación expuesto en la sección 3.1. Además,
el método de EC derivado del algoritmo MCE para HMMs, tiene en cuenta la información
de la dinámica temporal de las caracteŕısticas.
El método de EC para mı́nimo error de clasificación, estima una transformación lineal
utilizando el criterio MCE. Sin embargo, en el caso en que las caracteŕısticas con las que
se cuenta, están estructuradas en forma de secuencias de datos temporales, utilizar una
única matriz de transformación, desconoce el comportamiento dinámico-estocástico del
proceso modelado. Una forma directa de tomar en cuenta el comportamiento dinámico
del proceso en la EC, es utilizar el modelo dinámico proporcionado por la secuencia de
estados del HMM, y estimar un modelo de transformación del espacio no lineal, basado
en esta dinámica. Se pueden entonces, entrenar una matriz de transformación para cada
uno de los estados del modelo (dependiente de los estados). La transformación del espacio
original se realiza de la siguiente manera: dada una secuencia de observaciones y estimada
una secuencia de estados más probable en el modelo θ̄ (debido a que los parámetros del
HMM en el algoritmo descrito en la sección 1.3.2, se optimizan teniendo en cuenta dicha
secuencia de estados), si la secuencia de observación en el tiempo t, se encuentra en el
estado θt, la observación t de la secuencia, será transformada utilizando la transformación
asociada al estado θt. Formalmente, existe una transformación W = {W1,W2, ...,Wnϑ

}
, que es en forma general, el conjunto de transformaciones relacionadas con cada estado
del modelo.
Es posible considerar dos configuraciones diferentes para obtener la estimación del mo-
delo de transformación. La primera configuración consiste en obtener un único modelo
de transformación para todas las clases, esta configuración en particular es similar a la
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desarrollada en [1] (pero adicionalmente considera la información de la dinámica). De es-
ta manera, las matrices de transformación por estado, son compartidas entre los estados
de los modelos HMM pertenecientes a clases diferentes. En la segunda configuración, se
obtiene una transformación por cada uno de los modelos (o clases). Es decir, para cada
estado en cada uno de los modelos, es estimada una transformación.
La estimación de la transformación derivada de la ecuación (1.34), para el estado j en la
primera configuración, está dada por:

Wj (n+ 1) = Wj (n) − ε
∂ℓi (ξ;λ)

∂Wj

∣∣∣∣
λ=λn

(4.1)

donde ξ = WTϕ es la secuencia de observación transformada por W. La función ℓi co-
rresponde a la función sigmoidal (función de pérdida) definida en la ecuación (1.32). Para
completar la definición de la función de pérdida, es necesario establecer la medida de mala
clasificación di en función de la cual, está definida la ecuación (1.32).
Debido a que el problema abordado en este trabajo es un problema bi-clase (clasificación
entre normal y patológico), se utilizará la distancia de similitud no simétrica, definida
en la ecuación (2.30), debido a que de todas las distancias estudiadas en el caṕıtulo 2,
está medida es la única que permite hacer la actualización de la transformación, a partir
del algoritmo GPD, empleando en cada iteración la información de una única secuencia
de observación.
El problema de estimación de la transformación W, para la primera configuración siguien-
do la ecuación (4.1), se convierte por regla de la cadena en:

∂ℓi(ξ;λ)
∂Wj

= ∂ℓi

∂di

∂di

∂Wj

= ∂ℓi

∂di

(
−∂gi(ξ;λ)

∂Wj
+ ∂gk(ξ;λ)

∂Wj

) (4.2)

De la ecuación (4.2) es fácilmente deducible, que para la segunda configuración, debido
a que la transformación es asociada a una clase, uno de los dos factores de la ecuación
(4.2) se hace igual a cero. Por lo tanto en la segunda configuración, la estimación de la
transformación asociada al modelo de la clase i en el estado j, puede ser derivada de (1.34)
como:

W
(i)
j (n+ 1) = W

(i)
j (n) − ε

∂ℓi (ξ;λ)

∂W
(i)
j

∣∣∣∣∣
λ=λn

(4.3)

De igual forma a como se establece la restricción en la transformación para el caso de
PCA (ecuación (3.3)), debe establecerse una restricción a la transformación W, de tal
forma que los datos en el espacio transformados estén acotados (debido a los problemas
expuestos en la sección previa). Para esto es necesario que el operador de transformación
sea un operador acotado [46], es decir, que la transformación realizada por el operador W
sea del tipo W : H → H. Es posible establecer una restricción para la transformación W,
limitando la norma del vector transformado a 1.
Un aspecto que debe ser tenido en cuenta, es la manera en la cual debe ser implementada
la restricción en el algoritmo de re-estimación, dado que el algoritmo GPD, es un método
de optimización sin restricciones. Podŕıa entonces pensarse en una implementación de la
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restricción, de la misma forma cómo se restringen los parámetros de los HMM para su
estimación por MCE [10]. Sin embargo, en este caso las restricciones no se derivan de
la necesidad de satisfacer condiciones probabiĺısticas, sino de la necesidad de mantener
acotados los parámetros transformados. Una posible restricción está dada por:

W =
W̃∥∥∥W̃ϕ
∥∥∥

(4.4)

El vector transformado dado por:

WTϕ =
W̃Tϕ∥∥∥W̃ϕ

∥∥∥
(4.5)

será entonces de norma 1. Para poder ser incluido en el algoritmo GPD, la función que
describe al parámetro restringido debe ser derivable. Además, la función a derivar debe
corresponder a un campo escalar, debido a que la derivada de un campo escalar con res-
pecto a un vector, es un campo vectorial, mientras que la derivada de un campo vectorial
con respecto a un vector, da como resultado un super-vector [46], lo que impide su imple-
mentación en el algoritmo. En este caso, la definición del parámetro restringido dada en
(4.4), es una función derivable, pero no es un campo escalar, lo que impide su uso.
Una forma alternativa de incluir la restricción en el algoritmo de re-estimación, como se
muestra en [47], hace necesaria la definición de una nueva función de optimización, que
para el caso de un vector de caracteŕısticas estático esta dada por:

fi = ℓi (ξn;λ) − κ
(∥∥∥
(
W(i)

)T
ϕn

∥∥∥− 1
)

(4.6)

Donde κ es constante. Para el caso en el cual se tienen una secuencia de observaciones en
lugar de una única observación, la función f generalizada esta dada por:

fi (ξn;λ) = ℓi (ξn;λ) − κ

(
1

nϕ

nϕ∑

t=1

(∥∥∥∥
(
W

(i)
q̄t

)T

ϕt

∥∥∥∥− 1

))
(4.7)

Tomando como base la ecuación (4.7), la formula de re-estimación de la transformación
dada en (4.3), se convierte en:

W
(i)
j (n+ 1) = W

(i)
j (n) − ε

∂fi (ξ;λ)

∂W
(i)
j

∣∣∣∣∣
λ=λn

(4.8)

donde,

∂fi (ξ;λ)

∂W
(i)
j

=
∂ℓi (ξ;λ)

∂W
(i)
j

− κ

(
1

nϕ

nϕ∑

t=1

δ
(
θ̄t − j

) ∂

∂W
(i)
j

(∥∥∥∥
(
W

(i)
j

)T

ϕt

∥∥∥∥− 1

))

(4.9)

∂ℓ (ξ;λ)

∂W
(i)
j

= γℓ (d) (1 − ℓ (d))
∂gi (ξ;λ)

∂W
(i)
j

(4.10)
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∂gi (ξ;λ)

∂W
(i)
j

=
1

nϕ

nϕ∑

t=1

δ
(
θ̄t − j

) (
b
(i)
j (ξt)

)−1
M∑

r=1

c
(i)
jr

∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2
∂b

(i)
j

(
W

(i)
j ϕt

)

∂W
(i)
j

(4.11)
∂b

(i)
j

“

W
(i)
j ϕt

”

∂W
(i)
j

= − exp

(
−1

2

(
W

(i)
j ϕt − µ

(i)
jr

)T

Σ
(i)
jr

(
W

(i)
j ϕt − µ

(i)
jr

))(
Σ

(i)
jr

)−1

...
(
W

(i)
j ϕt − µ

(i)
jr

)
ϕT

t

(4.12)

La derivada de la restricción está dada por:

∂

∂W
(i)
j

(∥∥∥∥
(
W

(i)
j

)T

ϕt

∥∥∥∥− 1

)
=

(
ϕT

t W
(i)
j

(
W

(i)
j

)T

ϕt

)−1/2

ϕtϕ
T
t W

(i)
j (4.13)

De esta manera, cuando se calcula la secuencia de estados más probable, es posible trans-
formar la secuencia de observaciones, asociando cada observación a un estado y trans-
formándola. La ventaja de esta aproximación se encuentra en que la transformación W,
tiene en cuenta la información dinámica del proceso y es estimada a partir de la maximi-
zación de la distancia definida en (2.30).



Caṕıtulo 5

Esquema de trabajo

5.1. Descripción de las bases de datos

Base de datos de señales de voz – BD1

Esta base de datos pertenece al Grupo de Control y Procesamiento Digital de Señales de
la Universidad Nacional de Colombia sede Manizales, contiene 90 registros de pronuncia-
ciones de la vocal sostenida /a/, repartidas de forma no balanceada (ver Tabla 5.1), de los
cuales 40 corresponden a pacientes con voz normal y 50 pacientes con voz disfónica. Los
registros fueron adquiridos con una frecuencia de muestreo de 22050 Hz y una duración
aproximada de 2,3 seg. La tabla 5.1, resume el

Tabla 5.1: Número de muestras en la base de datos BD1
Grupos de observaciones Número de registros

Patológicas 50
Normales 40

Base de datos de señales de voz – BD2

Esta base de datos fue desarrollada por el Massachusetts Eye and Ear Infirmary [48].
Debido a la heterogeneidad de la base de datos (diferente frecuencia de muestreo en la
adquisición de los registros), los registros utilizados fueron re-muestreados a una frecuencia
de muestreo de 25 kHz y con una resolución de 16 bits. Corresponden a pronunciaciones
de la vocal sostenida /ah/. Se utilizaron 173 registros de pacientes patológicos (con una
amplia gama de patoloǵıas vocales orgánicas, neurológicas, traumáticas y pśıquicas) y 53
registros de pacientes normales (ver Tabla 5.2), de acuerdo con los registros enumerados
en [49]. Los registros de pacientes patológicos tienen una duración aproximada de 1 s,
mientras que en los registros de pacientes normales la duración es de unos 3 s. Este hecho,
permite equilibrar el número de vectores de caracteŕısticas de cada clase y no sesgar el
entrenamiento hacia una clase en particular. Por otro lado, debido a que el número de voces
de la clase patológica es mayor, la muestra de la clase patológica es estad́ısticamente más
representativa de la población, y por tal motivo se puede obtener un mejor modelado inter
sujeto de dicha clase. Este hecho no implica un sesgo del sistema hacia la clase patológica,
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debido a que t́ıpicamente, en el reconocimiento de patoloǵıas de voz, la dispersion en el
espacio de caracteŕısticas de la clase patológica es mucho mayor que el de la clase normal.

Tabla 5.2: Número de muestras en la base de datos BD2
Grupos de observaciones Número de registros

Patológicas 173
Normales 53

5.2. Parametrización

Debido a que el método propuesto será probado en un problema de detección de pato-
loǵıas de voz, las medidas empleados, fueron escogidas cómo las más empleadas para este
problema espećıfico.
De acuerdo con el modelo usual de la voz [50], ésta está compuesta de una secuencia de
excitación en convolución con la respuesta al impulso del sistema vocal. Para modelar esta
respuesta, en las tareas de procesamiento de señales de voz es común el empleo de los coe-
ficientes derivados del análisis de predicción lineal Linear Predictive Coefficients (LPC) y
de los Mel-Frequency Cepstrum Coefficients (MFCC) [51]. Los MFCCs pueden estimarse
usando una aproximación paramétrica derivada de los LPC o de manera no paramétri-
ca basados en la Transformada rápida de Fourier (Fast Fourier Transform - FFT ). Sin
embargo, la aproximación no paramétrica permite modelar los efectos de las patoloǵıas
en la excitación (pliegues vocales) y en el sistema (tracto vocal), mientras que el enfoque
paramétrico presenta problemas debido a que las patoloǵıas introducen no linealidades en
el modelo [52]. Por tal motivo, en este trabajo se emplean los coeficientes MFCC derivados
del cálculo de la FFT.
La escala de frecuencias mel, en la que esta basada la representación perceptual de los
MFCC, es una unidad de medida de la frecuencia percibida y no corresponde linealmente
a la frecuencia f́ısica de la señal, debido a que el sistema auditivo humano aparentemente
no percibe las frecuencias de manera lineal [50]. Esta medida está relacionada con el hecho
de que un especialista en patoloǵıas de voz con suficiente experiencia, puede detectar la
presencia de anormalidad en la voz a partir de la audición de la misma.
Además de los MFCC, se han considerado, dentro de los vectores de caracteŕısticas,
parámetros relacionados con mediciones de ruido, diseñados para medir la componente
de ruido relativo en las señales de voz. En particular se utilizó la relación armónico ruido
(Harmonic-to-Noise Ratio - HNR) [53], la enerǵıa de ruido normalizada (Normalized Noi-
se Energy - NNE ) [54] y la relación excitación glottal ruido (Glottal to Noise Excitation
Ratio) [55], debido a que estas medidas dan una idea de la calidad y grado de normalidad
de la voz.
El vector de caracteŕısticas ̺-dimensional se forma concatenando el conjunto de paráme-
tros de ruido mensionados, además de su primera derivada temporal debido, a que la
velocidad de los cambios en los coeficientes dan información importante de su compor-
tamiento dinámico [52]. La figura 5.1 muestra gráficamente la composición del vector de
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Figura 5.1: Parámetros contenidos en el vector de caracteŕısticas.

caracteŕısticas empleado. En la figura 5.1, el parámetro En es la enerǵıa medida por tra-
ma de la señal. El número de coeficientes MFCC utilizados en el vector, está dado por
L, que para las pruebas realizadas es igual a 12. ∆ es el conjunto de derivadas de cada
uno de los parámetros anteriores. El cálculo de ∆ fue realizado por medio de un filtro FIR
anti-simétrico de respuesta al impulso finita y de longitud 9, para evitar la distorsión de
fase de la secuencia temporal [56].

5.3. Selección de variables dinámicas

La variabilidad presente en el conjunto de caracteŕısticas considerado, puede ser asociada
a la cantidad de información que dicho conjunto contiene.
Es posible plantear un criterio de selección, que permita la identificación de aquellas va-
riables que más peso o relevancia aportan a la variabilidad total, examinando el nivel de
correlación del conjunto de caracteŕısticas dinámicas con respecto a las componentes que
maximizan la variabilidad [57]. Debido a que la magnitud absoluta de los vectores propios
ponderados por sus respectivos valores propios, determinan el nivel de correlación entre
las variables originales y las componentes principales, se pueden identificar como variables
relevantes aquellas asociadas a las mayores magnitudes absolutas anteriormente mencio-
nadas [58].
El conjunto de variables dinámicas obtenidas en la etapa de parametrización, fue reducido
empleando una metodoloǵıa de selección que hace uso del criterio antes mencionado. Una
explicación amplia de la metodoloǵıa puede ser encontrada en el apéndice C.

5.4. Toma de decisión

Cuando se emplean HMMs como clasificadores, la asignación de una nueva muestra (se-
cuencia de observación) a una clase, t́ıpicamente se realiza calculando la probabilidad de
que cada modelo genere la secuencia de observación dada. La muestra es asignada a la
clase del modelo que proporcionó la mayor probabilidad.
A partir del teorema de decisión de Bayes, es posible calcular una puntuación (o score)
para cada una de las muestras que permita estimar un umbral de decisión óptimo. La
puntuación para el caso de HMMs, puede ser calculada como el logaritmo del cociente
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entre las probabilidades de generación de la muestra de ambos modelos, conocido como
razón de verosimilitud. A partir del conjunto de puntuaciones de las muestras de entrena-
miento, se construyen las curvas de distribución de puntuaciones verdaderas (puntuaciones
de muestras de la case 1) y puntuaciones falsas (puntuaciones de muestras de la clase 0).
Aśı, se puede calcular un umbral de decisión de tal manera que el error de clasificación
sea mı́nimo. En la figura 5.2, el umbral que corresponde al punto donde se cruzan las
distribuciones de ambas clases, se conoce como punto de igual error (Equal Error Rate -
EER), y es considerado en muchos casos umbral óptimo. Sin embargo, este umbral puede
no ser el mejor debido a la dispersion de las funciones, es decir que en algunos casos puede
encontrarse un umbral donde el área de error sea menor que el area de error proporcionada
por el EER. El punto en el cual el area de error es mı́nima, es llamado punto de mı́nimo
coste (Minimum Cost Point - MCP). Según la teoŕıa de decisión Bayesiana, éste puede
ser calculado considerando que el coste en que se incurre es diferente para los dos posibles
errores (falsa aceptación y falso rechazo) [3]. La figura 5.2 muestra de manera gráfica el
problema de encontrar el umbral óptimo de decisión. Al escoger un umbral, los registros
con puntuaciones mayores o iguales al umbral escogido, son asignadas a la clase 1 (por
convención la clase patológica) y las muestras con puntuaciones menores serán asignadas
a la clase 2 (normal).
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Figura 5.2: Sup. Función de densidad de probabilidad de las puntuaciones de clase normal (False scores)
y de clase patológica (True Scores). Inf. Función de distribución de probabilidad de las puntuaciones de
ambas clases. Las ĺıneas punteadas corresponden a dos posibles umbrales de decisión: Minimum Cost

Point - MCP y Equal Error Rate - EER.

Para comparar los resultados obtenidos con los diferentes esquemas de clasificación, los
valores de las puntuaciones o umbrales de verosimilitud obtenidos, serán normalizados
de tal manera que estén contenidos en el intervalo [0, 1] y puedan ser considerados una
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estimación de probabilidad a posteriori [59]. La transformación empleada para tal fin es
una función sigmoidal de la forma:

f (x) =
1

1 + e−(w0+wx)
∈ [0, 1] (5.1)

donde,

w0 =
µ2

1 − µ2
0

2σ2
w =

µ0 − µ1

σ2
(5.2)

donde µ0 y µ1 son las medias de las puntuaciones para la clase 0 y para la clase 1 respec-
tivamente. Esta transformación requiere asumir que los valores de las puntuaciones siguen
una distribución gaussiana, con varianza común σ2 [60]. Debido a que en la práctica la
dispersion no tiene porqué ser igual, se puede usar el valor de σ = 0,5 (σ0 + σ1), donde σ0

y σ1 son las estimaciones de las correspondientes desviaciones t́ıpicas individuales. Para el
caso en el cual las muestras están desbalanceadas un mejor estimador seŕıa de la forma:

σ = 0, 5
(n0

n
σ0 +

n1

n
σ1

)
(5.3)

donde n0 y n1 son el numero de muestras en la clase 0 y el número de muestras en la clase
1 respectivamente, y n es el número total de muestras.

5.5. Metodoloǵıa de validación

Para la evaluación de los sistemas se empleará la metodoloǵıa propuesta en [61], la cual
establece como primera medida el empleo de una base de datos disponible para cualquier
investigador, y el empleo dentro de ésta de registros que tengan diagnóstico.
Para determinar las capacidades de generalización de los sistemas se adoptará un esque-
ma de validación cruzada, con diferentes conjuntos de entrenamiento-validación (k-fold),
aleatoriamente escogidos del conjunto completo de datos. En este trabajo se emplean 11-
conjuntos, utilizando para el entrenamiento el 70 % de los ficheros y para la validación el
30 % restante. Los resultados finales serán presentados por medio de matrices de confusión
(Ver Fig. 5.3 ). Para construir la matriz de confusión, para el caso en el cual se tienen dos
clase (0 y 1), se deben calcular los siguientes parámetros [61]:

– Detección correcta o aceptación verdadera (TP , true positive): el número (o porcen-
taje) de patrones de clase 0 que el clasificador asigna correctamente como pertene-
cientes a la clase 0. Esta medida es llamada también sensibilidad

– Falso rechazo (FN , false negative): el número (o porcentaje) de patrones de clase 0
que el clasificador asigna incorrectamente como pertenecientes a la clase 1.

– Falsa aceptación (FP , false positive):el número (o porcentaje) de patrones de clase
1 que el clasificador asigna incorrectamente como pertenecientes a la clase 0.

– Rechazo correcto o verdadero (TN , true negative):el número (o porcentaje) de pa-
trones de clase 1 que el clasificador asigna correctamente como pertenecientes a la
clase 1. Esta medida es llamada también especificidad.
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Figura 5.3: Aspecto general de una matriz de confusión o contingencia con dos clases.

Nótese que cuando los valores se representan en porcentaje, TP+FN = 100 y FP+TN =
100. A partir de los valores de las puntuaciones entregadas por cada clasificador, podrán
ser construidas las curvas de evaluación de desempeño DET (Detection Error Trade-off ) y
ROC (Caracteŕıstica de Operación del Receptor), y las bandas de confianza en las misma,
estimando la desviación estándar en los resultados de los diferentes folds [62]. La curva
ROC es una herramienta popular en tareas de decisión médicas [63], expresa el rendimiento
en términos de la sensibilidad y 1-especificidad.
La Curva DET [64] ha sido usada ampliamente en la valoración del desempeño en sistema
de identificación de hablante. La curva DET gráfica las tasas de error en ambos ejes (FP
y FN ), dando tratamiento uniforme a ambos tipos de error. Una explicación más amplia
de la metodoloǵıa de validación, que incluye definiciones y especificaciones de las curvas
ROC y DET puede ser encontrada en el apéndice B.



Caṕıtulo 6

Resultados

Los resultados de la metodoloǵıa propuesta son comparados con los esquemas convenciona-
les de extracción de caracteŕısticas y entrenamiento de HMMs. Fueron probadas diferentes
configuraciones. 1) En la primera configuración, no se emplea ninguna técnica de extrac-
ción de caracteŕısticas y se utiliza un clasificador HMM entrenado con el criterio ML. 2)
En esta configuración, el sistema de detección emplea PCA como técnica de extracción de
caracteŕısticas y se utiliza un clasificador HMM entrenado con el criterio ML (ML PCA).
3) Esta configuración emplea LDA como técnica de extracción de caracteŕısticas y utiliza el
mismo criterio para ajustar los parámetros de los HMMs, empleado en las configuraciones
anteriores (ML LDA). 4) En está configuración, no se emplean ninguna técnica de extrac-
ción de caracteŕısticas, pero los HMMs son entrenados empleando el criterio MCE. 5) En
este caso, el sistema de detección emplea PCA como técnica de extracción de caracteŕısti-
cas y entrena los HMMs a partir del criterio MCE (MCE PCA). 6) Esta configuración
es similar a la anterior pero reemplazando la técnica de extracción de caracteŕısticas por
LDA (MCE LDA). 7) Esta configuración emplea el método propuesto de extracción de
caracteŕısticas y entrenamiento simultaneo de los HMMs empleando el criterio MCE. En
esta configuración se entrena una única transformación W para los modelos de ambas cla-
ses (ver sección 4.1) (MCE ECD1). 8) Esta configuración al igual que la anterior emplea
el método propuesto de extracción de caracteŕısticas y entrenamiento simultaneo de los
HMMs empleando el criterio MCE ; sin embargo, en este caso se entrenan dos transforma-
ciones, una para cada clase (modelo) (MCE ECD2).
Fueron entrenados HMMs con diferentes número de estados (variando en el intervalo [1, 5])
y diferente número de mezclas Gaussianas (variando en el intervalo [2, 5]), con el objetivo
de encontrar el conjunto de parámetros que mejor desempeño presente para la tarea de
identificación.

6.1. Resultados sobre la base de datos BD1

La selección de caracteŕısticas se realizó empleando la metodoloǵıa descrita en el apéndice
C. Se calcularon los pesos de las variables dinámicas (C.10), que son una representación de
la cantidad de información dinámica de cada variable y permiten identifican las variables
dinámicas de más influencia en el proceso [58]. La Figura 6.1 muestra los pesos de cada

43
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una de los parámetros considerados en el vector de caracteŕısticas (ver sección 5.2). En la
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Figura 6.1: Pesos asignados a cada caracteŕısticas en la base de datos BD1.

figura 6.1 se puede observar que el conjunto de variables que corresponden a las derivadas,
tienen menor peso en relación con las variables originales, por tal motivo son las que menor
información aportan al proceso de clasificación. En [58], se determino de que la inclusión
de las variables de menor peso en la etapa de clasificación, no mejora el desempeño del
sistema. En este trabajo se consideró que las variables que teńıan peso mayor al 50 % del
máximo, eran las aportaban mayor información al proceso de clasificación. Por esta razón,
en lo sucesivo para la base de datos BD1, no serán consideradas las derivadas en el proceso
de entrenamiento de los clasificadores, con lo que se busca reducir el costo computacional
requerido para el entrenamiento de los HMMs.
La Tabla 6.1 muestra los mejores resultados obtenidos empleando las diferentes confi-
guraciones descritas anteriormente. Para los casos en los cuales se emplean técnicas de
extracción de caracteŕısticas, el número entre paréntesis indica la dimensión del espacio
para el cual se logró el resultado. En la Tabla 6.1 se puede observar que el empleo del cri-
terio de entrenamiento MCE aplicado a HMMs, reduce en un 6,82 % el error de detección
en comparación con el criterio convencional ML. De la misma forma, es posible observar,
que el empleo de las técnicas de extracción de caracteŕısticas PCA y LDA, no tiene una
influencia positiva en el rendimiento. Únicamente para el caso en el cual se entrenó un
HMM por el criterio ML, se mejoró el rendimiento al emplear PCA. Sin embargo, la re-
ducción en el error de clasificación está aún por debajo, de la reducción lograda por el
criterio de entrenamiento MCE.
Por otro lado, si se compara la reducción del error lograda por la metodoloǵıa de extrac-
ción de caracteŕısticas y entrenamiento simultáneo propuesta, se puede observar que la
disminución en el error es de 10,32 % para el método que utiliza una transformación para
cada modelo y de 9,49 % para el que utiliza únicamente una transformación común a los
modelos de ambas clases. La tasa de acierto alcanzada del 94,79 %, reduce en un 11,19 %
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Tabla 6.1: Mejores resultados obtenidos empleando diferentes criterios de entrenamiento de HMM y
diferentes técnicas de extracción de caracteŕısticas, sobre la base de datos BD1

Configuración N◦ de N◦ de Matriz de
Estados Gaussianas Confusión

82,47 % 12,73 %
ML 3 2 17,53 % 87,27 %

Eficiencia 84,47 % ± 5,4
88,96 % 9,09 %

ML PCA 2 3 11,04 % 90,91 %
(14) Eficiencia 86,77 % ± 5,2

79,87 % 8,19 %
ML LDA 4 3 20,13 % 91,81 %

(15) Eficiencia 84,84 % ± 8,3
90,26 % 7,27 %

MCE 3 4 9,74 % 92,73 %
Eficiencia 91,29 % ± 3,9
93,88 % 14,29 %

MCE PCA 4 5 6,12 % 85,71 %
(14) Eficiencia 90,48 % ± 4,6

91,07 % 10,00 %
MCE LDA 4 4 8,93 % 90,00 %

(16) Eficiencia 90,63 % ± 4,5
92,67 % 5,00 %

MCE ECD1 3 5 7,33 % 95,00 %
(15) Eficiencia 93,96 % ± 4,3

96,43 % 7,5 %
MCE ECD2 4 3 3,57 % 92,50 %

(13) Eficiencia 94,79 % ± 3,2

el error de clasificación obtenido por otros métodos sobre esta misma base de datos [58].
De igual manera, es posible observar que las desviación estándar de la eficiencia en todos
los casos en los cuales se empleo el criterio MCE, para ajustar los parámetros de los mo-
delos, es menor que la desviación para el caso en el cual se utilizó el criterio ML.
Las Figuras 6.2(a) y 6.2(b) muestran de manera comparativa las curvas ROC y DET,
para el sistema empleando el criterio convencional ML, el criterio MCE y la metodoloǵıa
propuesta. El área bajo la curva ROC (AUC) es una medida escalar que en algunos traba-
jos se ha empleado como un buen predictor de la eficiencia del sistema [65]. La Tabla 6.2
muestra el área bajo la curva para las mismas configuraciones comparadas en la Figura
6.2. Se puede observar que la mayor AUC es para la configuración MCE ECD2. Las
Figura 6.3(a) y 6.3(b) muestran de manera comparativa las curvas ROC y DET, para el
sistema empleando el criterio de entrenamiento MCE y diferentes métodos de reducción
empleados. La Tabla 6.3 muestra las AUC para las configuraciones de la figura 6.3. Como
se puede observar el AUC cuando se empleó PCA y LDA fue menor que para el caso
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(a) Curvas ROC para el sistema empleando diferentes criterios
de entrenamiento de HMMs sobre la base de datos BD1.
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(b) Curvas DET para el sistema empleando diferentes criterios
de entrenamiento de HMMs sobre la base de datos BD1.

Figura 6.2: Curvas DET y ROC para el sistema empleando diferentes criterios de entrenamiento sobre
la base de datos BD1.

Tabla 6.2: Área bajo las curvas ROC para el sistema empleando diferentes criterios de entrenamiento
de HMMs obre la base de datos BD1.

Configuración AUC

ML 0.9507
MCE 0.9780
MCE ECD1 0.9822
MCE ECD2 0.9942
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(a) Curvas ROC para el sistema empleando el criterio de entre-
namiento MCE y diferentes métodos de reducción sobre la base
de datos BD1.
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(b) Curvas DET para el sistema empleando el criterio de entre-
namiento MCE y diferentes métodos de reducción sobre la base
de datos BD1.

Figura 6.3: Curvas DET y ROC para el sistema empleando el criterio de entrenamiento MCE y diferentes
métodos de reducción sobre la base de datos BD1.

cuando no se empleó ninguna técnica de reducción. Este hecho muestra que el desempeño
esperado del sistema se reduce cuando se emplean los métodos convencionales de extrac-
ción de caracteŕısticas, contrario a lo sucedido cuando se emplea el método propuesto.
Adicionalmente, la curva DET para la configuración MCE DFE2 está mucho más cerca
a la esquina inferior izquierda del plano (punto ideal) en comparación con las curvas DET
de los demás métodos evaluados.
Uno de los planteamientos sobre los cuales se basa este trabajo, es el hecho de que emplear
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Tabla 6.3: Área bajo las curvas ROC para el sistema empleando el criterio de entrenamiento MCE y
diferentes métodos de reducción sobre la base de datos BD1.

Configuración AUC

MCE LDA 0.9616
MCE PCA 0.9528
MCE ECD1 0.9822
MCE ECD2 0.9942

en el entrenamiento una medida de distancia entre los modelos de clases diferentes, permite
obtener modelos más diśımiles entre las clases. La Figura 6.4, muestra diferentes medidas
distancia entre los modelos a través de las iteraciones, para una ejecución del algoritmo;
además se muestra la evolución de la función de pérdida Ec. (1.33). De la Figura 6.4
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Figura 6.4: Medidas de distancia entre los modelos HMMs a través de las iteraciones del algoritmo
MCE para la base de datos BD1. (a) Distancia de Kullback-Leibler. (b) Distancia a partir de la medida
de Similitud. (c) Distancia no simétrica a partir de la medida de Similitud. (d) Función de pérdida.

es claro que la medida de distancia basada en la divergencia de Kullback-Leibler, no es
consistente a lo largo de la ejecución del algoritmo, teniendo en cuenta que la función de
pérdida disminuye durante toda la ejecución. Es de notar, que después de la 6 iteración
la tasa de entrenamiento alcanzo el 100 %; sin embargo, el algoritmo continuó aumenta la
distancia entre los modelos, como lo muestran las dos medidas basadas en la distancia por
Similitud descritas en el caṕıtulo 2, las cuales aumentan conforme la función de pérdida
disminuye.
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6.2. Resultados sobre la base de datos BD2

De igual forma a como se realizó la selección de caracteŕısticas sobre la base de datos BD1,
fue realizada sobre la base de datos BD2. La Figura 6.5 muestra los pesos de cada una de
los parámetros considerados en el vector de caracteŕısticas. De la Figura 6.5, se puede ob-
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Figura 6.5: Pesos asignados a cada caracteŕısticas en la base de datos BD2.

servar que para la base de datos BD2, los pesos de las derivadas de las variables originales,
son aún menores con relación a las variables originales, en comparación con lo obtenido
para la base de datos BD1. Por consiguiente, en las pruebas realizadas sobre la base de
datos BD2, no fueron consideradas las derivadas dentro del vector de caracteŕısticas.
La Tabla 6.4 muestra los mejores resultados obtenidos empleando las configuraciones des-
critas al comienzo de este caṕıtulo. Se puede observar que en este caso, la reducción del
error empleando el criterio MCE en comparación con el criterio ML, no es muy significa-
tiva. Sin embargo, el método propuesto, nuevamente mejora el desempeño del sistema. El
espacio de entrenamiento en este caso pudo ser reducido a 10, mostrando aśı una reducción
del 37,5 % con respecto a la dimensión del espacio original. De igual forma que para la base
de datos BD1, se puede observar a partir de la Tabla 6.4, que las desviaciones estándar
de la eficiencia, en la mayoŕıa de los casos en los cuales se empleo el criterio MCE para
ajustar los parámetros de los modelos, son menores que las desviaciones para el caso en el
cual se utilizó el criterio ML.
Las Figuras 6.6(a) y 6.6(b) muestran de manera comparativa las curvas ROC y DET,
para el sistema empleando el criterio convencional ML, el criterio MCE y la metodo-
loǵıa propuesta. La Tabla 6.5 muestra las AUC para las configuraciones comparadas en
la Figura 6.6. Se puede observar que la mayor AUC es nuevamente para la configuración
MCE ECD2. Sin embargo, en la Figura 6.6 no se observa una diferencia notable entre las
cuatro configuraciones. Únicamente en la Figura 6.6(b), la curva DET correspondiente a la
configuración MCE ECD2, se muestra un poco más cercana al vértice inferior izquierdo.



6. RESULTADOS 50

Tabla 6.4: Mejores resultados obtenidos empleando diferentes criterios de entrenamiento de HMM y
diferentes técnicas de extracción de caracteŕısticas, sobre la base de datos BD2

Configuración N◦ de N◦ de Matriz de
Estados Gaussianas Confusión

93,58 % 12,12 %
ML 2 2 6,42 % 87,88 %

Eficiencia 92,27 % ± 3,1
94,11 % 10,91 %

ML PCA 3 5 5,89 % 89,09 %
(15) Eficiencia 92,98 % ± 6,1

94,47 % 15,76 %
ML LDA 4 4 5,53 % 84,24 %

(13) Eficiencia 92,15 % ± 6,2
95,19 % 8,48 %

MCE 2 4 4,81 % 91,52 %
Eficiencia 94,35 % ± 2,36
96,81 % 26,67 %

MCE PCA 5 3 3,19 % 73,33 %
(10) Eficiencia 91,48 % ± 3,1

96,51 % 21,48 %
MCE LDA 4 4 3,49 % 78,52 %

(12) Eficiencia 92,42 % ± 2,1
96,08 % 12,22 %

MCE ECD1 2 4 3,92 % 87,78 %
(10) Eficiencia 94,19 % ± 2,23

98,04 % 10,00 %
MCE ECD2 2 4 1,96 % 90,00 %

(10) Eficiencia 96,21 % ± 1,07

Tabla 6.5: Área bajo las curvas ROC para el sistema empleando diferentes criterios de entrenamiento
de HMMs obre la base de datos BD2.

Configuración AUC

ML 0.9507
MCE 0.9725
MCE ECD1 0.9706
MCE ECD2 0.9846

Las Figura 6.7(a) y 6.7(b) muestran de manera comparativa las curvas ROC y DET, para
el sistema empleando el criterio de entrenamiento por MCE y los diferentes métodos de
reducción empleados. La Tabla 6.6 muestra las AUC para las configuraciones de la figura
6.7. Como se puede observar el AUC cuando se empleó PCA y LDA fue mucho menor que
para el caso cuando no se empleó ninguna técnica de reducción. Este hecho ratifica que el
desempeño esperado del sistema se reduce cuando se emplean los métodos convencionales
de extracción de caracteŕısticas sobre este tipo de caracteŕısticas dinámicas. De la Figura
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(a) Curvas ROC para el sistema empleando diferentes criterios
de entrenamiento de HMMs sobre la base de datos BD2.
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(b) Curvas DET para el sistema empleando diferentes criterios
de entrenamiento de HMMs sobre la base de datos BD2.

Figura 6.6: Curvas DET y ROC para el sistema empleando diferentes criterios de entrenamiento sobre
la base de datos BD2.

Tabla 6.6: Área bajo las curvas ROC para el sistema empleando el criterio de entrenamiento MCE y
diferentes métodos de reducción sobre la base de datos BD2.

Configuración AUC

MCE LDA 0.9040
MCE PCA 0.8974
MCE ECD1 0.9706
MCE ECD2 0.9846
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(a) Curvas ROC para el sistema empleando el criterio de entre-
namiento MCE y diferentes métodos de reducción sobre la base
de datos BD2.
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(b) Curvas DET para el sistema empleando el criterio de entre-
namiento MCE y diferentes métodos de reducción sobre la base
de datos BD1.

Figura 6.7: Curvas DET y ROC para el sistema empleando el criterio de entrenamiento MCE y diferentes
métodos de reducción sobre la base de datos BD2.

6.7 se puede observar que existe una notable diferencia en el desempeño del sistema, cuan-
do se emplean los métodos convencionales de extracción de caracteŕısticas y cuando se
emplea el método propuesto. De igual forma que lo sucedido para la base de datos BD1, se
puede observar en la base de datos BD2, que es mejor el rendimiento para la configuración
MCE ECD2 que para la configuración MCE ECD1.
Aunque no se observa un incremento considerable en el desempeño del sistema, cuando
se emplea la metodoloǵıa propuesta sobre la base de datos BD2, se puede resaltar, que
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la utilización de ésta no genera efectos negativos en el rendimiento y permite reducir el
espacio de entrenamiento de los HMMs.
La Figura 6.8, muestra diferentes medidas distancia entre los modelos a través de las ite-
raciones, para una ejecución del algoritmo; además se muestra la evolución de la función
de pérdida para la base de datos BD2. Se puede observar de la Figura 6.4 que en este caso,
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Figura 6.8: Medidas de distancia entre los modelos HMMs a través de las iteraciones del algoritmo
MCE para la base de datos BD2. (a) Distancia de Kullback-Leibler. (b) Distancia a partir de la medida
de Similitud. (c) Distancia no simétrica a partir de la medida de Similitud. (d) Función de pérdida.

la distancia derivada de la divergencia de Kullback-Leibler, se comporta mejor que para el
caso de la base de datos BD1. Sin embargo, presenta algunas oscilaciones.
Un efecto negativo del método propuesto, es el aumento en el coste computacional, que se
genera al realizar simultáneamente la estimación de la transformación y de los parámetros
del HMM. El incremento en el tiempo computacional, vaŕıa con respecto al número de
caracteŕısticas y al número de observaciones con el que se cuenta para el entrenamiento.
En el caso de la base de datos BD2 que cuenta con un número mayor de sujetos que la
base de datos BD1, se estimó que el tiempo de cálculo de cada iteración para el método
propuesto, aumento aproximadamente 10 veces, con relación al tiempo de una iteraciones
del algoritmo MCE convencional. Este hecho aunque implica mayor tiempo en la etapa de
entrenamiento, no se ve reflejado en la ejecución de un proceso en ĺınea, debido a que hace
parte del los procesos de entrenamiento y ajuste de los sistemas, que se realizan fuera de
ĺınea.
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Discusión y Conclusiones

Los resultados presentados para la base de datos BD1, muestran un claro aumento en
el desempeño del sistema cuando se ajustan los parámetros de los HMMs por medio del
criterio MCE. Además, el ajuste simultáneo de la etapa de extracción de caracteŕısticas
y del modelo HMM, disminuyo aún más el error de clasificación con respecto al método
convencional de entrenamiento por medio del criterio ML. Es claro que la configuración
denominada MCE ECD2, es decir, la que emplea una transformación independiente para
cada modelo, presento mejor desempeño que la configuración MCE ECD1. Este hecho
puede ser explicado, debido a que cuando se utiliza una única transformación para los
modelos de ambas clases, se relaciona el evento asociado al estado i en el modelo 1, con
el evento asociado al estado i en el modelo 2. Estos dos eventos no tienen porque estar
relacionados, si tenemos en cuenta que cada modelo pertenece a un proceso diferente y
que la secuencia de estados para una secuencia de observación dada, puede ser diferente
en cada modelo. La configuración MCE ECD2 entrega mejores resultados al tratar cada
modelo de manera independiente.

Con relación a la base de datos BD2, el aumento en el desempeño debido a la utilización de
algoritmos derivados del criterio MCE, no fue tan notorio como para el caso de la base de
datos BD1. Sin embargo, se obtuvo una reducción del espacio de entrenamiento del 37,5 %,
sin degradar el rendimiento del sistema. Adicionalmente, si se compara el rendimiento de
los sistemas en los cuales se empleó la metodoloǵıa propuesta, con respecto a los sistemas
en los cuales se emplearon como métodos de extracción de caracteŕısticas PCA y LDA, se
puede observar una gran diferencia a favor de la metodoloǵıa propuesta. Este hecho se ve
claramente a partir de las curvas ROC y DET (Figura 6.6).
La metodoloǵıa propuesta entrego los mejores resultados en cuanto a disminución del
error de clasificación, para el problema de detección abordado en este trabajo. Además, la
metodoloǵıa permitió encontrar un espacio de entrenamiento de menor dimensión. Aunque
la disminución del espacio de entrenamiento para la base de datos BD1, no fue mayor a 3,
es de notar que con la transformación se disminuyó aún más el error de clasificación, lo cual
no sucede cuando se emplean los métodos convencionales de extracción de caracteŕısticas.
Además, debido a que la metodoloǵıa está basada en el algoritmo MCE, permite seguir
maximizando la distancia entre los modelos de clases diferentes, aún cuando la tasa de
entrenamiento ya esté en el máximo.

54
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Por otro lado, es claro que la metodoloǵıa propuesta aumenta considerablemente el costo
computacional; sin embargo, se debe tener en cuenta que el proceso para el cual es utilizada,
se realiza fuera de ĺınea.
Una de las razones fundamentales por las cuales es evidente la disminución del error, a
través del empleo del algoritmo MCE, es debido a que éste basa directamente el ajuste
de los parámetros, sobre una función de costo que evalúa el error de clasificación en cada
iteración, a partir de una medida de distancia entre los modelos. De está manera, los
parámetro de cada modelo son ajustados teniendo en cuenta, no sólo la información de la
clase a la que pertenecen, sino también de la clase contraria. Sin embargo, éste hecho no
permite utilizar el algoritmo MCE para entrenar un único modelo, útil en algunos casos
en los cuales sólo se cuenta con información etiquetada de una sola clase.
Por otro lado, después del análisis realizado en el Caṕıtulo 2 a diferentes medidas de
distancia entre HMMs, se concluyó que, de las medidas estudiadas, sólo pod́ıa ser empleada
en el entrenamiento la distancia no simétrica a partir de la medida de similitud. Lo anterior
se debe a las siguientes razones:

– La distancia no simétrica a partir de la medida de similitud, puede ser generalizada
para su aplicación a modelos continuos.

– El cálculo de la media de distancia Kullback-Leibler, se realiza generando un nuevo
conjunto de secuencias de observación a partir de los modelos entrenados, con lo cual,
no se emplea la información del conjunto de datos de entrenamiento para medir la
distancia entre los modelos. Por el contrario, el cálculo de la distancia no simétrica a
partir de la medida de similitud, se realiza empleando la información de las secuencias
de observaciones, utilizadas para el ajuste de los parámetros del HMM.

– El empleo de la medida de distancia por similitud (simétrica), se dificulta debido
al hecho de que en cada instante del algoritmo se emplea sólo una secuencia de
observación para ajustar los parámetros de alguno de los modelos; mientras que la
medida simétrica requiere el empleo de dos secuencias de observación (una de cada
clase).

La metodoloǵıa de validación empleada, permite obtener resultados más claros y propor-
ciona mayores herramientas para obtener una valoración objetiva del desempeño de los
sistemas. El empleo de curvas de rendimiento da una mayor idea del comportamiento real
del sistema y de qué tan amplio es el rango en el cual se puede desplazar el umbral de
decisión, sin afectar de manera significativa el desempeño del sistema.
Aunque en el trabajo presentado se evaluó la influencia del número de estados y del
número de mezclas Gaussianas del HMM, en el rendimiento del sistema, existen una
serie de parámetros asociados al algoritmo de entrenamiento, que requieren de un estudio
detallado acerca del efecto de éstos, de tal forma que puede ser encontrado un conjunto de
parámetros óptimo, que permita aumentar la tasa de convergencia y disminuir el tiempo
computacional del algoritmo. Una posible forma de abordar el problema, es mediante
algoritmos genéticos debido a que el espacio de búsqueda es amplio.
Adicionalmente, se debe considerar que el algoritmo GPD en el cual está basado el criterio
de entrenamiento MCE, no garantiza la convergencia a un mı́nimo global de la función de
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pérdida. Una investigación en está ĺınea, podŕıa generar abordar el problema de construir
la metodoloǵıa de reducción de espacios, sobre un algoritmo más robusto, es decir, de
mejores propiedades de convergencia.
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Apéndice A

Reestimación de los parámetros de
HMMs por medio de MCE

Para utilizar el algoritmo GPD generalizado (1.34) en la estimación de parámetros de un
modelo oculto de Markov, se deben definir las siguientes transformaciones de parámetros,
que permiten mantener las restricciones probabiĺısticas de los HMM durante la adaptación:

ΠΠΠjk → Π̃̃Π̃Πjk donde ΠΠΠjk =
exp

(
Π̃̃Π̃Πjk

)

∑nϑ

l=1 exp
(
Π̃̃Π̃Πjl

) (A.1)

pθ1 (j) → p̃θ1 (j) donde pθ1 (j) =
exp (p̃θ1 (j))∑nϑ

l=1 exp (p̃θ1 (l))
(A.2)

Para la adaptación de parámetros de las componentes Gaussianas del modelo, se asume
por simplicidad que la matrix de covarianza Σjr = [σ2

jrp]
ρ
p=1 se asume diagonal.

cjr → c̃jr donde cjr =
exp (c̃jr)∑M
l=1 exp (c̃jl)

(A.3)

µjrp → µ̃jrp donde µ̃jrp =
µjrp

σjrp
(A.4)

σjrp → σ̃jrp donde σ̃jrp = log σjrp (A.5)

A.1. Reestimación del vector probabilidad de estado

inicial

Partiendo de la definición para la actualización de parámetros dada por el algoritmo GPD
(1.34), la actualización del vector probabilidad inicial está dad por:

p̃
(i)

θ1
j (n + 1) = p̃

(i)

θ1
j (n) − ε

∂ℓi (ϕn;λ)

∂p̃
(i)

θ1
j

∣∣∣∣∣∣
λ=λn

(A.6)
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Por regla de la cadena,
∂ℓi (ϕn;λ)

∂p̃
(i)

θ1
j

=
∂ℓi (di)

∂di

∂di

∂p̃
(i)

θ1
j

(A.7)

El desarrollo del primer factor de la ecuación (A.7), teniendo en cuenta la definición (1.32),
aplica para la actualización de todos los parámetros derivados de la minimización de (1.33).
Tenemos,

∂ℓi (di)

∂di

=
γ exp (−γdi + α)

(1 + exp (−γdi + α))2 = γℓ2
i
(di) exp (−γdi + α) (A.8)

despejando de (1.32),

exp (−γdi + α) =
1 − ℓi (di)

ℓi (di)
(A.9)

y reemplazando (A.9) en (A.8), se tiene:

∂ℓi (di)

∂di
= γℓi (di) (1 − ℓi (di)) (A.10)

Ahora, para completar la función de actualización del vector probabilidad inicial, es nece-
sario desarrollar el segundo término de la ecuación (A.7). Teniendo en cuenta las ecuaciones
(1.29) y (1.31), se tiene,

∂di

∂p̃
(i)

θ1
j

=
∂

∂p̃
(i)

θ1
j

log p
(i)

θ1
θ̄0

= δ
(
θ̄0 − j

) ∂

∂p̃
(i)

θ1
j

(
log p

(i)

θ1
j

)
(A.11)

∂

∂p̃
(i)

θ1
j

log p
(i)

θ1
j =

1

p
(i)

θ1
j

∂

∂p̃
(i)

θ1
j




exp

(
p̃

(i)

θ1
j

)

nϑ∑
l=1

exp
(
p̃

(i)

θ1
l

)



 = 1 − p
(i)

θ1
j (A.12)

A.2. Reestimación de la matriz probabilidad de tran-

sición de estados

Se puede mostrar que para una secuencia ϕn ∈ Ci del conjunto de entrenamiento, el ajuste
discriminativo del parámetro Π̃̃Π̃Π partiendo de la definición (1.34), esta dado por:

Π̃̃Π̃Π(i)
jk

(n + 1) = Π̃̃Π̃Π(i)
jk

(n) − ε
∂ℓi (ϕn;λ)

∂Π̃̃Π̃Π
(i)
jk

∣∣∣∣∣
λ=λn

(A.13)

Por regla de la cadena,
∂ℓi (ϕn;λ)

∂Π̃
(i)
jk

=
∂ℓi (di)

∂di

∂di

∂Π̃
(i)
jk

(A.14)

Teniendo en cuenta el resultado mostrado en (A.10), nos interesa ahora desarrollar el
segundo factor de la ecuación (A.14). Tenemos,

∂di

∂Π̃
(i)
jk

= −
∂gi (ϕn;λ)

∂Π̃
(i)
jk

= −

nϕ∑

t=1

∂ log Π
(i)

θ̄t−1θ̄t

∂Π̃
(i)
jk

(A.15)
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∂di

∂Π̃
(i)
jk

= −

nϕ∑

t=1

δ
(
θ̄t−1 − j

) (
θ̄t − k

) ∂ log Π
(i)
jk

∂Π̃
(i)
jk

(A.16)

luego,

∂ log Π
(i)
jk

∂Π̃
(i)
jk

=
1

Π
(i)
jk

∂

∂Π̃
(i)
jk




exp

(
Π̃

(i)
jk

)

nϑ∑
l=1

exp
(
Π̃

(i)
jl

)



 =
1

Π
(i)
jk

(
Π

(i)
jk −

(
Π

(i)
jk

)2
)

(A.17)

∂ log Π
(i)
jk

∂Π̃
(i)
jk

=
(
1 − Π

(i)
jk

)
(A.18)

A.3. Reestimación de los parámetros de las mezclas

Gaussianas del modelo

A.3.1. Actualización del vector de medias

El ajuste discriminativo del parámetro µ partiendo de la definición (1.34), esta dado por:

µ̃
(i)
jrm (n + 1) = µ̃

(i)
jrm (n) − ε

∂ℓi (ϕn;λ)

∂µ̃
(i)
jrm

∣∣∣∣∣
λ=λn

(A.19)

Por regla de la cadena,
∂ℓi (ϕn;λ)

∂µ̃
(i)
jrm

=
∂ℓi (di)

∂di

∂di

∂µ̃
(i)
jrm

(A.20)

Teniendo en cuenta el resultado mostrado en (A.10), nos interesa ahora desarrollar el
segundo factor de la ecuación (A.20). Tenemos,

∂di

∂µ̃
(i)
jrm

= −
∂gi (ϕn;λ)

∂µ̃
(i)
jrm

= −

nϕ∑

t=1

∂ log
(
b
(i)

θ̄t
(ϕt)

)

∂µ̃
(i)
jrm

(A.21)

∂di

∂µ̃
(i)
jrm

= −

nϕ∑

t=1

δ
(
θ̄t − j

) ∂ log
(
b
(i)
j (ϕt)

)

∂µ̃
(i)
jrm

(A.22)

Ahora,
∂ log

“

b
(i)
j (ϕt)

”

∂µ̃
(i)
jrm

= 1

b
(i)
j (ϕt)

c
(i)
jr

∣∣∣Σ(i)
jr

∣∣∣
−ρ/2

(
ϕtl−µ

(i)
jrl

σ
(i)
jrl

)
...

exp

(
−1

2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

σ
(i)
jrl

)2
) (A.23)
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Finalmente,

µ̃
(i)
jrm (n + 1) = µ̃

(i)
jrm (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t − j

)
c
(i)
jr

(
b
(i)
j (ϕt)

)−1 ∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2

exp

(
−1

2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

(n)

σ
(i)
jrl

(n)

)2
)(

ϕtm

σ
(i)
jrm(n)

− µ̃
(i)
jrm (n)

) (A.24)

A.3.2. Actualización de la matriz de covarianza

El ajuste discriminativo del parámetro Σ partiendo de la definición (1.34) y expresado en
términos de las componentes de la matriz Σ, esta dado por:

σ̃
(i)
jrm (n + 1) = σ̃

(i)
jrm (n) − ε

∂ℓi (ϕn;λ)

∂σ̃
(i)
jrm

∣∣∣∣∣
λ=λn

(A.25)

Por regla de la cadena,
∂ℓi (ϕn;λ)

∂σ̃
(i)
jrm

=
∂ℓi (di)

∂di

∂di

∂σ̃
(i)
jrm

(A.26)

Teniendo en cuenta el resultado mostrado en (A.10), se debe desarrollar el segundo factor
de la ecuación (A.26). Se Tiene,

∂di

∂σ̃
(i)
jrm

= −
∂gi (ϕn;λ)

∂σ̃
(i)
jrm

= −

nϕ∑

t=1

∂ log
(
b
(i)

θ̄t
(ϕt)

)

∂σ̃
(i)
jrm

(A.27)

∂di

∂σ̃
(i)
jrm

= −

nϕ∑

t=1

δ
(
θ̄t − j

) ∂ log
(
b
(i)
j (ϕt)

)

∂σ̃
(i)
jrm

(A.28)

Ahora,

∂ log
“

b
(i)
j (ϕt)

”

∂σ̃
(i)
jrm

= 1

b
(i)
j (ϕt)

c
(i)
jr

∣∣∣Σ(i)
jr

∣∣∣
−ρ/2

((
ϕtl−µ

(i)
jrl

σ
(i)
jrl

)2

− 1

)
...

exp

(
−1

2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

σ
(i)
jrl

)2
) (A.29)

Finalmente,

σ̃
(i)
jrm (n + 1) = σ̃

(i)
jrm (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t − j

)
c
(i)
jr

(
b
(i)
j (ϕt)

)−1 ∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2

exp

(
−1

2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

(n)

σ
(i)
jrl

(n)

)2
)((

ϕtm−µ
(i)
jrm(n)

σ
(i)
jrm(n)

)2

− 1

) (A.30)
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A.3.3. Actualización de los pesos de ponderación de las compo-

nentes Gaussianas

El ajuste discriminativo del parámetro c partiendo de la definición (1.34), esta dado por:

c̃
(i)
jr (n + 1) = c̃

(i)
jr (n) − ε

∂ℓi (ϕn;λ)

∂c̃
(i)
jr

∣∣∣∣∣
λ=λn

(A.31)

Por regla de la cadena,
∂ℓi (ϕn;λ)

∂c̃
(i)
jr

=
∂ℓi (di)

∂di

∂di

∂c̃
(i)
jr

(A.32)

Teniendo en cuenta el resultado mostrado en (A.10), se debe ahora desarrollar el segundo
factor de la ecuación (A.32). Se Tiene,

∂di

∂c̃
(i)
jr

= −
∂gi (ϕn;λ)

∂c̃
(i)
jr

= −

nϕ∑

t=1

∂ log
(
b
(i)

θ̄t
(ϕt)

)

∂c̃
(i)
jr

(A.33)

∂di

∂c̃
(i)
jr

= −

nϕ∑

t=1

δ
(
θ̄t − j

) ∂ log
(
b
(i)
j (ϕt)

)

∂c̃
(i)
jr

(A.34)

Ahora,

∂ log
“

b
(i)
j (ϕt)

”

∂c̃
(i)
jr

= 1

b
(i)
j

(ϕt)
c
(i)
jr

∣∣∣Σ(i)
jr

∣∣∣
−ρ/2

exp

(

−1
2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

σ
(i)
jrl

)2
)

...

∂

∂c̃
(i)
jr



 exp
“

c̃
(i)
jr

”

M
P

l=1
exp

“

c̃
(i)
jl

”




(A.35)

∂

∂c̃
(i)
jr





exp
(
c̃
(i)
jr

)

M∑
l=1

exp
(
c̃
(i)
jl

)



 = c
(i)
jr

(
1 − c

(i)
jr

)
(A.36)

Finalmente,

c̃
(i)
jr (n+ 1) = c̃

(i)
jr (n) + ǫγℓ (di (ϕn)) (1 − ℓ (di (ϕn)))

1
nϕ

nϕ∑
t=1

δ
(
θ̄t − j

) (
b
(i)
j (ϕt)

)−1 ∣∣∣Σ(i)
jr

∣∣∣
−1/2

(2π)−ρ/2

exp

(
−1

2

ρ∑
l=1

(
ϕtl−µ

(i)
jrl

(n)

σ
(i)
jrl

(n)

)2
)
c
(i)
jr

(
1 − c

(i)
jr

)
(A.37)



Apéndice B

Evaluación del rendimiento de los
sistemas de detección automática de
patoloǵıas voz

B.1. Introducción

1 En esta sección se describen algunos métodos, usados en diferentes áreas de la tecnoloǵıa
del habla, para presentar y comparar los resultados de los experimentos de forma que se
puedan elegir los mejores. Los conceptos expuestos, aunque particularizados para la de-
tección de patoloǵıas, son aplicables directamente a cualquier tarea genérica de detección
y, con algunas excepciones, a tareas más amplias de clasificación.

B.2. Obtención de los resultados de un detector au-

tomático

El objetivo último de un detector automático de patoloǵıa vocal (y en general de cualquier
clasificador) es proporcionar una decisión tajante acerca de si la grabación de voz que
se le presenta a la entrada es patológica o no. Además es conveniente que proporcione
alguna medida cuantitativa del grado de seguridad que ofrece tal decisión. Estos requisitos
implican calcular la probabilidad de que la clase real sea la pronosticada a partir del
fichero de voz desconocido. Cuando se conoce la distribución de probabilidad subyacente
de los datos del problema, la solución óptima (la que minimiza el riesgo cometido al tomar
una decisión) se obtiene mediante la teoŕıa de decisión de Bayes. Aunque en nuestro
caso desconocemos la distribución estad́ıstica exacta de las voces patológicas y normales,
podemos emplear métodos no parámetricos para estimar estas distribuciones a partir de

1Este apéndice describe la metodoloǵıa de evaluación desarrollada por el Ing. Nicolás Sáenz Lechón,
como parte de su investigación para la obtención del Diploma de Estudios Avanzados del programa de
doctorado “Tecnoloǵıas de la Información y las Comunicaciones”, de la Universidad Politécnica de Madrid,
España [66].
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los patrones conocidos. Por ello, se repasan a continuación algunos conceptos básicos de
la teoŕıa de Bayes.

B.2.1. Teoŕıa de la decisión de Bayes

Las posibles clases del problema (el estado de la naturaleza) están definidas de la siguiente
forma: ω0 indicará voz patológica y ω1 voz normal. La probabilidad a priori de que una
voz sea patológica será P (ω0) y de que sea normal será P (ω1). La suma de ambas pro-
babilidades es 1. Si sólo conociéramos las probabilidades a priori, diŕıamos que una voz
desconocida es patológica si P (ω0) > P (ω1) y normal en caso contrario.
Pero se supone que de la voz desconocida tenemos alguna medida (un vector de parámetros
x) que nos ayude a mejorar la clasificación. Este vector toma distintos valores para cada
voz, que se expresa en términos de probabilidad. Considérese que x es una variable aleato-
ria continua, de dimension d, cuya función densidad de probabilidad depende del tipo de
voz, expresada como p(x|ωj). A este término se le denomina verosimilitud (likelihood en
inglés) de la clase ωj respecto a x, porque, si las demás cosas permanecieran constantes, la
clase ωj que obtiene un p(x|ωj) mayor es mas verośımil que sea la verdadera. Tenemos por
tanto una verosimilitud p(x|ω0) para la voz patológica y otra p(x|ω1) para la voz normal.
Según el teorema de Bayes:

P (ωj|x) =
p (x|ωj)P (ωj)

p (x)
(B.1)

El término P (ωj|x), denominado probabilidad a posteriori, representa la probabilidad
de que la voz desconocida pertenezca a la clase ωj dada la medida x. El termino p(x),
denominado evidencia, puede verse como un factor de escala para que las probabilidades
a posteriori sumen 1.

p (x) = p (x|ω0)P (ω0) + p (x|ω1)P (ω1) (B.2)

A partir de la ecuación (B.1) podemos por tanto establecer la regla de decisión de Ba-
yes, que garantiza que se minimiza la probabilidad de error. Decidiremos que una voz
desconocida pertenece a la clase voz patológica si:

P (ω0|x) > P (ω1|x) (B.3)

O lo que es igual:
p (x|ω0)P (ω0) > p (x|ω1)P (ω1) (B.4)

Mediante la teoŕıa bayesiana podemos además incluir factores de coste por tomar deter-
minadas decisiones, de forma que la decisión final sea la que menor riesgo implique.
Definimos la acción α0 a decidir que el verdadero estado de la naturaleza es voz patológica
ω0 y la acción α1 corresponde a decidir ω1. Sea γij el coste o pérdida por decidir ωi cuando
en realidad es ωj. Tenemos entonces que el riego condicional R(α|x) de tomar la acción i
cuando se obtiene la medida bfx para cada clase es:

R (α0|x) = γ00P (ω0|x) + γ01P (ω1|x)
R (α1|x) = γ10P (ω0|x) + γ11P (ω1|x)

(B.5)
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La regla de decisión de Bayes o de mı́nimo riesgo es la que decide la clase ω0 cuando
R (α0|x) < R (α1|x) y la clase ω1 en caso contrario. Esta regla se puede reescribir de la
siguiente forma: elegir ω0 si

p (x|ω0)

p (x|ω1)
>
γ01 − γ11

γ10 − γ00

P (ω1)

P (ω0)
(B.6)

Esta forma de ver la regla de decision de Bayes nos permite decidir la clase ω0 si el cociente
de verosimilitudes supera un valor umbral que es independiente de la observación x.

B.2.2. Obtención de las salidas del detector automático de pa-
toloǵıa

Como ya se ha dicho, la salida del detector debe ofrecer la probabilidad de que la clase
pronosticada sea la correcta, dado un segmento o un fichero de voz. Gracias a la regla de
decisión de Bayes, se puede calcular esa probabilidad a posteriori por medio del cociente
de verosimilitudes. Lo que se pretende es estimar el cociente de verosimilitudes para cada
valor posible de x, utilizando para ello los ficheros de voz disponibles en la base de datos. A
este proceso de crear un modelo se lo denomina entrenamiento del sistema. Dependiendo
del tipo de sistema que escojamos (redes neuronales, modelos estad́ısticos, etc.), el método
de entrenamiento variará, pero el objetivo final será el mismo. Una vez entrenado, dado un
vector de entrada x, el detector ofrecerá una medida de este cociente o puntuación (score
en inglés) y se comparará con un valor umbral Λ para tomar la decisión definitiva de a
qué clase pertenece el segmento o el registro de voz. Este umbral depende exclusivamente
de las probabilidades a priori de cada una de las clase de voz y del coste que consideramos
que conlleva tomar cada decisión.

Λ =
γ01 − γ11

γ10 − γ00

P (ω1)

P (ω0)
(B.7)

Si no se conocen las probabilidades a priori, se puede otorgar el valor arbitrario de 0.5 a
cada una. Podŕıa pensarse en utilizar la proporción de ficheros de cada clase presentes en
la base de datos, pero no es válido para analizar voces desconocidas, puesto que la base
de datos no refleja la realidad del problema en estudio.
En cuanto a los demás términos, es habitual considerar que tanto γ00 como γ11 no suponen
coste alguno (implican decidir una clase cuando esa clase es la auténtica). Por lo que
generalmente los costes que hay que tener en cuenta se limitan a los términos γ01 y γ10. El
primero representa el coste asociado a decidir que la voz es patológica cuando en realidad
es normal y el segundo corresponde al coste de decidir que una voz es normal cuando
en realidad es patológica. Como desde el punto de vista cĺınico es más importante no
perderse ningún paciente enfermo que efectuar pruebas más exhaustivas a un paciente que
realmente esté sano, el valor de este último término suele ser mayor que el primero. En
cualquier caso, el valor del umbral de decisión debe fijarse buscando un compromiso entre
ambos costes (ver apartado B.5).
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Normalización de las puntuaciones

Convencionalmente en la evaluación de sistemas de reconocimiento automático, se rea-
lizan diferentes pruebas ya sea para comparar los resultados obtenidos mediante técnicas
diferentes o sobre una misma técnica para evaluar su capacidad de generalización (ver
sección B.4).
Si se considera un conjunto de puntuaciones provenientes de diferentes evaluaciones de la
misma técnica, es decir, puntuaciones de ambas clases obtenidas para diferentes ejecuciones
del algoritmo, es posible que el rango de valores cambie notablemente entre evaluaciones.
Este hecho no implica que los resultados independientes de cada prueba sean muy di-
ferentes en cuanto a tasa de reconocimiento se refiere (Ver Figura B.2.2). Sin embargo,
cuando se tiene en cuanta todo el conjunto de puntuaciones de las diferentes pruebas, para
proporcionar alguna medida global del desempeño del sistema, es posible que no refleje
resultados coherentes con los obtenidos en las pruebas anteriores. A partir de la Figura
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(b) Puntuaciones obtenidas en la segunda prueba

Figura B.1: Puntuaciones obtenidas en diferentes ejecuciones de un mismo algoritmo

B.2.2 es posible observar la diferencia existente entre los umbrales óptimos de clasifica-
ción, para las dos pruebas ejemplo consideradas. Un umbral común de clasificación para
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el conjunto completo de puntuaciones entregará un tasa de acierto del sistema diferente
al promedio de las tasas de acierto individuales.
Una forma de corregir este problema, es normalizar las puntuaciones de cada una de
las pruebas a un intervalo común [01], de tal manera que no se presenten este tipo de
inconsistencias. Este tipo de normalizaciones es posible realizarlas empleando transforma-
das sigmoidales o loǵısticas [67]. La transformación consiste en obtener valores reales y
pertenecientes al rango [01] mediante la aplicación de la siguiente expresión:

f (x) =
1

1 + e−(w0+wx)
∈ [0, 1] (B.8)

donde,

w0 =
µ2

1 − µ2
0

2σ2
w =

µ0 − µ1

σ2
(B.9)

donde µ0 y µ1 son las medias de las puntuaciones para la clase 0 y para la clase 1 respec-
tivamente. Esta transformación requiere asumir que los valores de las puntuaciones siguen
una distribución gaussiana, con varianza común σ2 [60]. Debido a que en la práctica la
dispersion no tiene porqué ser igual, se puede usar el valor de σ = 0,5 (σ0 + σ1), donde σ0

y σ1 son las estimaciones de las correspondientes desviaciones t́ıpicas individuales.

B.3. Presentación de los resultados

Para mostrar los resultados del detector de patoloǵıa vocal (y en general, de cualquier
sistema de clasificación de patrones) se utiliza la llamada matriz de contingencia o de
confusión, que recoge el número de aciertos y fallos del sistema para cada una de sus
posibles salidas (las clases en que se divide el problema).
El aspecto genérico de una matriz de confusión con dos clases se muestra en la figura B.2.
Las casillas con fondo blanco deben rellenarse con el número de patrones de cada clase
que el detector utilizado ha clasificado del conjunto de datos. Estos valores pueden darse
en valor absoluto o porcentual.
De acuerdo con esta matriz y tomando como referencia una de las clases (normalmente la
que interesa detectar; en este caso cogemos la clase 0), se definen los siguientes términos:

– Detección correcta o aceptación verdadera (TP , true positive): el número (o porcen-
taje) de patrones de clase 0 que el clasificador asigna correctamente como pertene-
cientes a la clase 0.

– Falso rechazo (FN , false negative): el número (o porcentaje) de patrones de clase 0
que el clasificador asigna incorrectamente como pertenecientes a la clase 1.

– Falsa aceptación (FP , false positive):el número (o porcentaje) de patrones de clase
1 que el clasificador asigna incorrectamente como pertenecientes a la clase 0.

– Rechazo correcto o verdadero (TN , true negative):el número (o porcentaje) de pa-
trones de clase 1 que el clasificador asigna correctamente como pertenecientes a la
clase 1.
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Figura B.2: Aspecto general de una matriz de confusión o contingencia con dos clases.

Nótese que cuando los valores se representan en porcentaje, TP+FN = 100 y FP+TN =
100. A partir de esos valores se calcula:

– Tasa de acierto o eficiencia (CCR, Correct Classification Rate): es la proporción de
patrones correctamente clasificados por la red.

CRR =
TP + TN

TP + FN + FP + TN
(B.10)

– Tasa de error (ER, Error Rate): es el complementario a la tasa de acierto, es decir,
la proporción de patrones mal clasificados.

ER = 1 − CCR =
FN + FP

TP + FN + FP + TN
(B.11)

En el caso ideal, la tasa de acierto debe ser del 100 % y la tasa de error del 0 %. Aunque
ambas medidas pueden usarse indistintamente, en tareas donde la tasa de aciertos es muy
alta se utiliza a menudo la tasa de error como indicador único. Si el número de patrones
de las clases 0 y 1 no es el mismo, las tasas de acierto y de error no reflejan realmente el
funcionamiento del sistema. Si por ejemplo tuviéramos 90 patrones de clase 0 y 10 patrones
de clase 1, un detector que siempre diera como salida “clase 0” tendŕıa un 90 % de acierto
total, pero sin embargo fallaŕıa todos los patrones de clase 1. Para corregir estas medidas,
se emplean estos otros parámetros:

– Sensibilidad (S) da una indicación de la capacidad del sistema para detectar los
patrones de la clase de referencia. Cuando los valores se representan en porcentaje,
la sensibilidad coincide con TP.

S =
TP

TP + FN
(B.12)

– Especificidad (E) da una idea de la capacidad del sistema para rechazar los patrones
que no pertenecen a la clase de referencia. Cuando los valores se representan en
porcentaje, la especificidad coincide con TN.

E =
TN

TN + FP
(B.13)

En el caso ideal, S y E deben ser 1 (o el 100 % si se miden en porcentaje).
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B.3.1. Medida de la tasa de acierto total en base a fichero y a

segmentos

Si el sistema de detección de patoloǵıa se basa en parámetros acústicos medidos a partir
de todo el registro de la voz (habitualmente llamados parámetros “a largo plazo”), la
tasa de acierto del sistema tal como se ha definido anteriormente representa el número
de ficheros de voz correctamente clasificados. Sin embargo, cuando la parametrización
se basa en fragmentos o segmentos temporales de la señal acústica (se habla entonces
de parámetros “a corto plazo”, t́ıpicamente calculados en ventanas del orden de decenas
de milisegundos), la tasa de acierto recoge el número de tales segmentos correctamente
clasificados. Esta medida no tiene por qué coincidir con el número de ficheros acertados
realmente.
Para obtener una medida de la tasa de acierto de fichero en este último caso, se pueden
utilizar diferentes estrategias. La más sencilla consiste en pronosticar la clase a la que
pertenece el fichero basándose en el número de segmentos de ese fichero que pertenecen a
cada clase. Se establece un umbral por el que si un porcentaje determinado de los segmentos
que pertenecen al fichero han sido asignados a una clase el fichero también se considera
que pertenece a esa clase. Este umbral vaŕıa t́ıpicamente entre el 51 % (si la mitad más uno
de los segmentos corresponden a una clase, el fichero se postula de esa misma clase y por
tanto el acierto o fallo del sistema se calcula de acuerdo a esa suposición) y valores más
altos, que exigen un mayor consenso basado en los segmentos para considerar un fichero
de una clase determinada.
Otra posibilidad para asignar un fichero a una clase es calculando una puntuación única
para cada fichero a partir de las puntuaciones individuales de todos los vectores que lo
componen [68]. Para ello se calcula la verosimilitud de cada una de las clases ωj dado el
fichero X, compuesto por los vectores x1,x2, ...,xT (Ec. ) A partir del cociente de estas
verosimilitudes, se obtienen las puntuaciones y se establece un nuevo valor de umbral que
otorgue la decisión final.

p (X|ωj) = T

√√√√
T∏

i=1

p (xi|ωj) (B.14)

Cuando la función de verosimilitud está dada en logaritmo, la ecuación (B.14), se puede
expresar como [25]

log p (X|ωj) =
1

T

T∑

i=1

log p (xi|ωj) (B.15)

B.4. Estimación de la capacidad de generalización del

modelo

Una vez que se ha entrenado el sistema de detección de patoloǵıa vocal, se puede emplear
para predecir el tipo de voz de una grabación desconocida. Un punto fundamental en este
momento es determinar qué grado de confianza merecen las decisiones del detector, ahora
que tiene que trabajar con voces que no han sido evaluadas anteriormente por un especia-
lista médico. El hecho de obtener una tasa de acierto determinada para un conjunto de
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N patrones conocidos no garantiza que con otro conjunto diferente los resultados vayan a
ser los mismos. Si la prueba se repitiera por ejemplo con 20 conjuntos de datos distintos,
se obtendŕıan otras tantas tasas de acierto diferentes, aunque fuera de esperar que se pa-
reciesen bastante entre śı.
El cálculo exacto del grado de error cometido por el detector es imposible, pero se puede
obtener una estimación del error de clasificación del modelo (o lo que es igual, de la ca-
pacidad de generalización que posee) a partir de los datos utilizados para el aprendizaje
supervisado. A este paso se lo conoce en reconocimiento de patrones como validación o
estimación de la generalización del modelo.
Además de obtener un valor estimado de la tasa de acierto, conviene añadir además un
rango de valores alrededor del cual se puede encontrar el valor real, para una probabilidad
dada. Al rango de valores se le llama intervalo de confianza de la medida (Figura B.3).
A la probabilidad con la que la tasa real se encuentra dentro del intervalo se le denomina
nivel de confianza, que se expresa habitualmente mediante el parámetro α. Para expresarlo
en porcentaje hay que hacer 100(1−α). Valores t́ıpicos de α son 0,05 (95 %) o 0,01 (99 %).
Es de destacar que cuanto mayor sea el nivel de confianza requerido, mayor se hará el
intervalo de confianza. Dado un valor de tasa de acierto CCR del 90 % y un intervalo de

Figura B.3: Intervalo de confianza de una medida.

confianza para esa medida de ±1 %, con un nivel de confianza α del 0,05, la interpretación
de ese valor es: “Se Tiene una confianza del 95 % en que el valor real de la tasa de acierto
del modelo está dentro del intervalo 89 − 91 %”.
Otros conceptos que conviene tener en cuenta a la hora de obtener una medida de la preci-
sión del modelo son el sesgo (bias) y la varianza. El sesgo de un estimador es la diferencia
entre su valor verdadero (generalmente desconocido) y su valor esperado. Cuanto menor
sea el sesgo, mayor precisión tendrá la estimación en promedio. La varianza está relacio-
nada con cuánto cambia el valor de la estimación cuando cambiamos el conjunto de datos
usado para obtenerla. El error de clasificación de un modelo es función de ambos estad́ısti-
cos y hay un compromiso entre ellos. Si el método de entrenamiento del modelo usado
puede adaptarse fácilmente a los datos de entrenamiento (por ejemplo porque tenga mu-
chos parámetros libres), el sesgo tenderá a ser menor, a costa de una mayor varianza. En
clasificación de patrones, la varianza es más importante que el sesgo: en la práctica, si se
mantiene la varianza baja no hay que preocuparse demasiado por el sesgo de la medida [3].
Y en general, cuantos más datos de entrenamiento se tengan, menor será la varianza.
A continuación se presentan distintas formas posibles de realizar la validación del modelo
y, en los casos en que es posible, obtener los intervalos de confianza.
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B.4.1. Validación basada en estad́ısticos de la muestra (del con-

junto de datos)

La teoŕıa estad́ıstica proporciona varios estad́ısticos simples para el error de generalización
en modelos lineales bajo ciertas condiciones de la muestra. Estos estad́ısticos también se
pueden emplear como estimaciones groseras del error de generalización en modelos no
lineales cuando se tiene un conjunto “grande” de entrenamiento. La adaptación de los
estad́ısticos para la no linealidad requiere mayores cálculos y no siempre es posible hacerlo
en todas las técnicas de clasificación.
La ecuación (B.16) recoge un estad́ıstico utilizado en tecnoloǵıa del habla [69]. Si se realiza
la prueba del modelo entrenado con un conjunto de N patrones y se obtiene una tasa de
acierto p, se puede obtener el intervalo de confianza como:

IC = p± zα/2

√
p (1 − p)

N
(B.16)

El valor de z se obtiene a partir de la función de distribución normal estándar, en función
del nivel de confianza α requerido. Para un valor de α de 0,05 (95 % de confianza), z vale
1,96.
Como se puede observar, la anchura del intervalo depende del nivel de confianza deseado (si
se requiere mayor confianza, el intervalo se hará mayor) y del número de patrones utilizados
para realizar la prueba. Cuando las medidas se obtienen a corto plazo, el factor N podŕıa
referirse tanto al número total de patrones del conjunto de prueba como al número de
ficheros empleados para generar dichos patrones. Es evidente que cuanto mayor sea N ,
menor será el intervalo para un nivel de confianza dado. El problema aqúı es que hay
que dar por supuesta la independencia estad́ıstica entre los patrones pertenecientes a un
mismo fichero. Si se considera N como el número de ficheros de voz realmente disponibles
(y por tanto p también debe ser medida en base a los ficheros), el problema es que se
necesita entonces una cantidad elevada de estos.
Respecto a esto, conviene tener en cuenta la “regla de los 30” de Doddington [70], que dice:
“Para tener una confianza del 90 % que la verdadera tasa de error está dentro del ±30 %
de la tasa de error observada, debe haber al menos 30 errores”. Supóngase que se persigue,
por ejemplo, una tasa de falsa aceptación menor del 5 % y un falso rechazo menor del
10 %. 30 errores al 5 % de falsa aceptación suponen un total de 600 grabaciones de voces
normales. De igual forma, 30 errores el 10 % de falso rechazo suponen 300 grabaciones
de voces patológicas. La moraleja más extendida que se adopta en tecnoloǵıa del habla,
referente a estas cuestiones, consiste en dar por supuesta la independencia de los patrones
y no tomar demasiado seriamente las afirmaciones sobre la significación estad́ıstica de los
resultados.

B.4.2. Validación por resustitución

En este caso, el modelo se entrena con todos los patrones disponibles en la base de datos.
Posteriormente se clasifican los patrones con el modelo ya entrenado y se obtiene la pro-
porción de patrones correcta e incorrectamente clasificados. El problema de este estimador
es que se calcula empleando el mismo conjunto de datos usado para construir el modelo,
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por lo que proporciona un estimador de la bondad del modelo sesgado y optimista (la
estimación es mejor que la realidad). La estimación de la generalización del modelo es
el porcentaje de ficheros correctamente clasificados. Este método no permite obtener un
intervalo de confianza para la tasa de acierto estimada.

B.4.3. Validación por partición de la muestra (split-sample o

holdout)

El método más usado para estimar el error de generalización en reconocimiento de patrones
es reservar parte de los datos como un conjunto de prueba, que no puede ser usado de
ningún modo durante el entrenamiento. El conjunto de prueba debe ser una muestra
representativa de los casos sobre los que se quiere generalizar. Después del entrenamiento,
se evalúa el modelo con los datos de prueba. La estimación de la generalización del modelo
es el porcentaje de ficheros del conjunto de prueba correctamente clasificados.
La principal desventaja de la validación por partición de la muestra es que reduce mucho
la cantidad de datos de entrenamiento y puede no ser factible si se dispone de pocos datos.
La estimación del rendimiento obtenida tiende a ser pesimista (a menos que el número
de datos N sea grande) y también poco fiable, porque su valor depende de la partición
elegida [71]. Cuantos más patrones se reservan para el conjunto de prueba, mayor será el
sesgo de la estimación; a cambio, cuanto menor sea el conjunto de prueba, mayor será su
intervalo de confianza [72].
Se puede aumentar la fiabilidad promediando sobre todas las posibles particiones de la
muestra de tamaño fijo. Se divide la muestra en dos conjuntos con patrones elegidos al azar
y mutuamente excluyentes y se obtiene una estimación del rendimiento. Se repite k veces
el mismo proceso y la estimación final será el promedio de las estimaciones parciales. La
desviación t́ıpica puede obtenerse como la desviación t́ıpica de las estimaciones parciales.
Este método se conoce como “data shuffling” [73] o “submuestreo aleatorio” [72]. La
utilización de los datos sigue siendo poco eficiente, puesto que sólo se usa una parte para
entrenar en cada iteración. El resultado sigue siendo excesivamente pesimista.
Valores t́ıpicos del tamaño del conjunto de prueba están entre 1/2 y 1/3 del total de datos
disponibles.

B.4.4. Estimación por validación cruzada

Para remediar los inconvenientes anteriores hay diversas técnicas, denominadas de “vali-
dación cruzada”. La validación cruzada es una mejora del método de validación anterior,
que permite usar todos los datos disponibles para el entrenamiento y aún aśı obtener un
estimador del error de generalización menos sesgado. Su desventaja es que estos métodos
exigen entrenar el modelo varias veces, con el coste computacional que ello conlleva. Hay
varias modalidades de validación cruzada.

K-fold : El conjunto de datos se divide de forma aleatoria en k subconjuntos independien-
tes de aproximadamente igual tamaño. Se efectúa el entrenamiento y prueba del modelo
k veces, dejando fuera del entrenamiento un subconjunto diferente cada vez. Con este
subconjunto se valida el funcionamiento del modelo entrenado con los k− 1 subconjuntos
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restantes. La estimación de la generalización del modelo es el promedio de las tasas de
clasificación obtenidas con cada uno de los subconjuntos de prueba. Este método tiene
menor sesgo que el de partición de la muestra anterior (aunque depende del valor de k, del
número de datos disponibles y de la dimensión de los mismos) La estimación es pesimista,
aunque mejora según se eligen más subconjuntos [72]. Valores t́ıpicos de k suelen ser del
orden de 5 a 20. Una variante de este método es la validación cruzada estratificada, donde
los subconjuntos contienen aproximadamente la misma proporción de patrones de cada
clase que el conjunto de datos original.

Leave-one-out : Es un k-fold extremo donde k es igual al número total de datos dispo-
nibles. Se entrena el modelo dejando fuera un solo fichero, que se usa para validar el
resultado. El proceso se repite hasta utilizar todos y cada uno de los ficheros para vali-
dación. El promedio de todas las validaciones es la estimación final del rendimiento. Este
método también es conocido en estad́ıstica como jackknife [3] o herramental [74].
La validación cruzada es claramente superior para conjuntos de datos pequeños a la va-
lidación por partición del conjunto de datos. Al término del proceso, se han aprovechado
todos los datos disponibles para entrenar y validar el modelo. El estimador obtenido no
está sesgado puesto que en cada resultado parcial no se usan los mismos datos para entre-
nar que para probar. Sin embargo puede tener más varianza que otros métodos, lo que a
veces es peor.

B.4.5. Bootstrapping

Es una mejora de la validación cruzada que a menudo proporciona mejores estimaciones
del error de generalización, al coste de un mayor tiempo de cálculo todav́ıa. El término
“bootstrap” (literalmente, correa de bota) proviene de los relatos del escritor alemán R.E.
Raspe “Las aventuras del Barón de Munchausen”, en las que el héroe era capaz de subirse
a su caballo tirando de las correas de sus botas de montar [73]. Peña [74] lo traduce por
“método autosuficiente”.
El método consiste en calcular la varianza de la estimación considerando el conjunto
de datos disponible como si fuera la población total del problema y obtener muestras
aleatorias a partir de ella según el método de Montecarlo [74]. Dado un conjunto de
datos de entrenamiento de tamaño n, el proceso para obtener la estimación autosuficiente
consiste en crear un número B de subconjuntos de entrenamiento a partir del original, con
igual tamaño n, generados extrayendo elementos de forma aleatoria y reintroduciéndolos
antes de cada extracción. Es decir, que en cada conjunto puede haber patrones repetidos.
Con cada uno de estos B conjuntos de tamaño n se entrena un modelo y se prueba con
el conjunto de prueba, formado por los patrones que no han entrado en el conjunto de
entrenamiento. El estimador final será el promedio de los B estimadores obtenidos.
Ha sido aplicado a diferentes métodos de clasificación, como árboles de decisión [72] o redes
neuronales [75]. El principal inconveniente de este método es que es computacionalmente
intensivo, requiriendo una gran cantidad de repeticiones. Valores t́ıpicos del número de
repeticiones, desde 200 en adelante. A cambio, una ventaja respecto al leave-one-out es
que cuantas más repeticiones se hagan, mayor precisión tendrá la estimación, mientras
que con este segundo método, una vez repetido tantas veces como datos, ya no aumenta
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la precisión.

B.4.6. Precaución sobre los métodos de validación

Si se emplea cualquiera de los métodos anteriores (validación por partición de la muestra,
validación cruzada, bootstrapping), tal como han sido descritos, para seleccionar el mejor
modelo posible de entre varios, la estimación del error de generalización de ese modelo
será optimista. Si se entrenan varios modelos usando un conjunto de entrenamiento y se
usa un segundo conjunto de datos (conjunto de validación) para decidir qué modelo es el
mejor, se debe usar un tercer conjunto (conjunto de prueba) para obtener una estimación
no sesgada del error de generalización del modelo elegido. También puede, una vez elegido
el modelo con los valores de los parámetros que funcionan mejor, entrenar de nuevo ese
modelo con los conjuntos de entrenamiento y de validación juntos, y medir su capacidad
de generalización con el conjunto de prueba [76].
Una última consideración al estimar el error de generalización con un conjunto de datos
dado, utilizando cualquiera de los métodos descritos. Para poder dar una estimación fiable,
hay que preguntarse si los datos disponibles representan adecuadamente la variabilidad
de los datos para la tarea en consideración [71]. Por ejemplo, en reconocimiento de voz
se necesitan miles de patrones para recoger la verdadera variabilidad de los datos de la
población general. Ese es el precio a pagar por no conocer las distribuciones de probabilidad
condicional subyacentes de cada clase.

B.5. Curvas de rendimiento de un detector

Las tareas de detección pueden verse como un compromiso entre dos tipos de error: de-
tecciones fallidas (falso negativo o falso rechazo) y falsas alarmas (falso positivo o falsa
aceptación). Por ejemplo, un sistema de reconocimiento de patoloǵıa vocal puede fallar
no detectando una enfermedad conocida o puede declarar que la ha detectado cuando no
está presente en realidad. Este compromiso se refleja en la ecuación (B.7), en la que si
eliminamos los términos de las probabilidades a priori y los costes asociados a elegir la
opción correcta, queda:

Λ =
γ01

γ10
(B.17)

En esta ecuación, γ01 y γ10 representan el coste asociado a un falsa aceptación (decidir clase
0 cuando es clase 1) y a un falso rechazo (decidir clase 1 cuando es clase 0) respectivamente.
En estos casos, no es adecuado representar la capacidad del sistema mediante un único
indicador numérico del rendimiento, puesto que hay varios puntos de operación posibles
en función del umbral Λ elegido. El funcionamiento del sistema queda mejor representado
mediante una curva de rendimiento. Aunque en la literatura hay varias curvas diferentes,
su cálculo se basa en la representación gráfica de los valores de falsa aceptación y falso
rechazo que se obtienen al variar el umbral Λ.
Para calcular la curva de falso rechazo se utilizan los cocientes de verosimilitud obtenidos
con los patrones de la clase 0, con el conjunto de datos que se esté utilizando. Con estas
puntuaciones se crea un histograma, que debeŕıa de estar situado en su mayor parte a la
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derecha del umbral Λ = 1 (o Λ = 0 si se usan logaritmos). Este histograma (Figura B.4,
color azul) se normaliza, dividiendo los valores del eje de ordenadas entre el número total
de patrones. El histograma normalizado se puede interpretar como una versión discreta
de la función densidad de probabilidad de la clase 0. A partir de esta función se calcula la
función de distribución correspondiente, acumulando los valores desde la izquierda hacia
la derecha. Para cada valor de umbral en el eje de abscisas, el eje de ordenadas ofrece la
tasa de patrones de clase 0 que han sido clasificados como de clase 1 (Figura B.5, color
azul). Para calcular la curva de falsa aceptación se procede de manera similar. Con las

Figura B.4: Histogramas del logaritmo de las puntuaciones de clase 1 (que en este ejemplo corresponde a
voz patológica) y clase 0 (voz normal), con un conjunto de datos de 1755 y 1754 patrones respectivamente.
Nótese que los histogramas no están normalizados.

puntuaciones de los patrones de clase 1 se forma un histograma normalizado, que debeŕıa
de estar situado a la izquierda del valor Λ = 1 (Figura B.4, color rojo). El histograma se
acumula desde la derecha hacia la izquierda para calcular la función de distribución de las
voces de clase 1. Para cada valor de umbral, el eje de ordenadas indica la proporción de
patrones de clase 0 clasificados como clase 1 (Figura B.5, color rojo). En estas curvas se
pueden señalar varios puntos de interés. El punto donde se igualan las tasas de falso acierto
y falso rechazo se denomina EER (punto de Equal Error Rate o Tasa de Equi-Error). Para
calcularlo, se restan las curvas, se halla su valor absoluto y el mı́nimo indica el EER. El
punto de operación del sistema es el que corresponde al umbral elegido. Habitualmente el
umbral se elige con el conjunto de datos con el que se ha entrenado el modelo y se utiliza
posteriormente para la validación del sistema y la obtención de su punto de operación real.

B.5.1. Curvas DET

Las curva DET (Detection Error Trade-off ) fue desarrollada en el Instituto Nacional
de Estándares y Tecnoloǵıa (NIST) de los EEUU para la evaluación de sistemas de reco-
nocimiento de locutor [64]. Representa la tasa de falso rechazo (denominada probabilidad
de fallo o miss en la terminoloǵıa del NIST) en función de la tasa de falsa aceptación del
sistema (Figura B.6). En la curva DET se presupone que la distribución de las puntua-
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Figura B.5: Curvas de Falso Rechazo (azul, a la derecha) y Falsa Aceptación (roja, a la izquierda)
correspondientes a los histogramas de la Figura B.4. En el eje de abscisas se representan los posibles
umbrales de decisión con los que puede operar el sistema y en el eje de ordenadas se obtienen los valores
de FR y FA correspondientes.

Figura B.6: Medidas representadas en una curva de tipo DET y distintas denominaciones que reciben
en la literatura.

ciones de ambas clase es próxima a la normal, por lo que la escala de ambos ejes sigue
esa distribución (Figura B.7). A consecuencia de ello, cuando las distribuciones reales se
acercan a la normalidad, las curvas tienden a ser ĺıneas rectas. Además, la inclinación de
la curva recta está en relación con la desviación t́ıpica de las distribuciones. Si ambas des-
viaciones t́ıpicas son iguales, la pendiente es unidad. En la Figura B.7, el punto medio de
los ejes de abscisas y ordenadas, con un valor del 50 %, se corresponde con la media de una
curva normal. El valor de cada punto de un eje se corresponde con el área comprendida
bajo la curva normal entre menos infinito y el punto elegido. En la parte superior y en el
margen derecho se muestran los mismos valores, medidos en desviaciones t́ıpicas desde la
media. La parte de la gráfica situada por encima de la diagonal x = −y carece de uso,
puesto que corresponde a puntos de funcionamiento de un sistema en los que la suma de
las falsas aceptaciones y falsos rechazos suman más del 100 %, lo que es imposible.
En la curva DET, la diagonal x = −y representa el funcionamiento de un sistema de
decisión aleatorio. Esto se ilustra en la Figura B.8, donde se presentan dos supuestas
distribuciones de puntuaciones pertenecientes a las clases 0 y 1. Por simplicidad se han
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Figura B.7: Escala de la distribución normal en que se representan las curvas de tipo DET. Figura
tomada de [64].

supuesto ambas distribuciones normales y con igual varianza. Se coja el umbral de decisión
que se coja, la tasa de acierto global del sistema será siempre del 50 %. Evidentemente,
este el peor de los casos posibles en cualquier sistema de detección automática. Cuando

Figura B.8: Curva DET cuando las distribuciones de ambas clases están completamente solapadas
(sistema aleatorio).

las distribuciones de los cocientes de verosimilitud de ambas clases no están completa-
mente solapadas, el rendimiento del sistema mejora y la curva DET evoluciona hacia la
esquina inferior izquierda de la gráfica Figura B.9. Cuanto más separadas estén ambas
distribuciones, mejor será el rendimiento del detector. El punto exacto de trabajo del sis-
tema será función del umbral Λ elegido, que a su vez es función de los costes asignados
a las falsas aceptaciones y falsos rechazos. Cuando la tasa de acierto de un detector es
suficientemente alta, la curva DET se acerca a la esquina inferior izquierda de la gráfica,
por lo que a menudo sólo se muestra esa parte por comodidad. En la curva DET no se
muestran referencias expĺıcitas al valor de umbral elegido, puesto que su valor no tiene
un significado fuera del sistema particular. De las Figuras B.8 y B.9 se puede intuir que
el valor del umbral se refleja en el punto de trabajo reflejado sobre la curva (que en los
ejemplos es una ĺınea recta por ser ambas distribuciones normales). Cuanto menor es el
umbral de decisión, más abajo y a la derecha estará el punto de trabajo, o lo que es lo
mismo, el sistema permitirá más falsas aceptaciones a costa de restringir los falsos re-
chazos. Desde el punto de vista de un sistema de decisión médica, puede ser conveniente
favorecer las falsas aceptaciones sobre el falso rechazo (es decir, no dar por sano a ningún
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Figura B.9: Curva DET cuando las distribuciones de ambas clases están parcialmente solapadas.

Figura B.10: Resumen del funcionamiento de la curva DET.

enfermo, a costa incluso de considerar enferma a alguna persona saludable). En la Figura
B.10 el rango marcado como “seguridad” refleja esa posible zona de trabajo en la curva
DET. Esto equivale a que el coste asociado a un falsa aceptación (γ01) sea menor que el
coste asociado a un falso rechazo (γ10) en la ecuación (B.17) a la hora de fijar el umbral
de decisión.

B.5.2. Curvas ROC

La curva más utilizada en la literatura médica para la toma de decisiones es la curva
ROC (Caracteŕıstica de Operación del Receptor). Su origen se remonta a la década de
1950, en la detección de señales de radio contaminadas por ruido. En la ROC se repre-
senta la tasa de falso acierto (FA) en función de la tasa de acierto (1-FR) para diferentes
valores del umbral de decisión (Figura B.11). Al igual que en la DET, la forma y posición
de la ROC depende de la forma y del solapamiento de las distribuciones subyacentes de
las voces patológicas y normales. Esto se observa en la Figura B.12, donde por simplici-
dad se han supuesto ambas distribuciones normales y de igual varianza. Una vez más, el
punto de trabajo del sistema vendrá determinado por el valor de umbral Λ escogido. Se
han propuesto varias medidas teóricas para reducir la curva ROC a un único indicador
de la precisión del diagnóstico [63]. La más utilizada es el área bajo la curva (AUC). El
área bajo la ROC puede usarse como una estimación de la probabilidad de que la anor-
malidad detectada permita una identificación correcta. Este ı́ndice vaŕıa entre 0,5 (no hay
precisión aparente) y 1,0 (precisión perfecta) a medida que la curva ROC se mueve hacia
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Figura B.11: Medidas representadas en una curva de tipo ROC y distintas denominaciones que reciben
en la literatura.

Figura B.12: Curva ROC cuando las distribuciones de ambas clases están parcialmente solapadas.

los márgenes izquierdo y superior. Cuanto mayor sea el área bajo la curva, mejor será el
rendimiento del sistema.
Una cuestión importante en las curvas ROC es que ofrecen la posibilidad de comparar dos
o más pruebas obtenidas con los mismos datos de forma cuantitativa [77]. A partir del
área Ai bajo cada una de las curvas, se calcula el siguiente estad́ıstico z:

z =
A1 −A2

σ (A1 −A2)
(B.18)

En la ecuación B.18, σ (A1 − A2) representa la desviación t́ıpica de la diferencia de areas,
calculada mediante:

σ (A1 − A2) =
√
σ2 (A1) + σ2 (A2) − 2rσ (A1)σ (A2) (B.19)

El valor de r representa la correlación inducida entre las dos áreas al realizar el estudio
a partir de los mismos datos. La desviación t́ıpica de cada área se obtiene a partir de
la siguiente expresión, donde nn y np son el número de casos normales y patológicos
respectivamente.

σ (A) =

√
A (1 −A) + (nn − 1)

(
A

2−A
− A2

)
+ (np − 1)

(
2A

1+A
− A2

)

nnnp
(B.20)

Si el valor de z está por encima de un valor umbral dado (t́ıpicamente 1,96), se considera
que existen diferencias significativas entre ambas curvas (son diferentes con un grado de
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certeza del 95%).
En la Figura B.13 se muestra un esquema del funcionamiento de la curva ROC y sus
posibles puntos de operación.

Figura B.13: Resumen del comportamiento de la curva ROC.



Apéndice C

Análisis de variables dinámicas
empleando PCA

2 Es usual que en las tareas de reconocimiento de patrones, la representación de obser-
vaciones se realice por medio de la generación de caracteŕısticas de tipo estático, es decir,
valores numéricos que representan algún atributo de la señal u observación y que además
se asumen constantes a través de dimensiones asociadas (por ejemplo: el tiempo, el espa-
cio, entre otras) a dicha observación. Sin embargo, existe otro tipo de caracteŕısticas que
se conocen como de tipo dinámico, y son valores numéricos que representan algún atributo
de la señal u observación, que cambian con relación a alguna dimensión asociada; una
caracteŕıstica dinámica se puede representar por un vector de datos para una única obser-
vación. La ventaja de las caracteŕısticas dinámicas es que permiten representar de mejor
forma el comportamiento, o dinámica de cambio propia de las señales u observaciones.
El objetivo es extender el análisis tradicionalmente estático de la técnica PCA, a un análisis
de tipo dinámico, es decir, realizar el análisis sobre caracteŕısticas dinámicas.
En este sentido, para el reconocimiento de patrones, y desde el punto de vista de teoŕıa
de la información, se desea extraer la información relevante de las variables dinámicas que
representan la observación, codificarla tan eficientemente como sea posible y comparar la
representación codificada de la observación contra una base de datos de patrones o mo-
delos codificados similarmente. Una aproximación para extraer la información contenida
en las variables dinámicas es, de alguna forma, capturar las variaciones presentes en un
conjunto de observaciones, y utilizar esta información para codificar y comparar las ob-
servaciones. Lo anterior puede entenderse como, obtener los componentes principales de
la distribución de las observaciones, o los vectores propios de la matriz de covarianza del
conjunto de observaciones [78]. La idea de emplear esta forma de representación, se debe a
que es natural pensar que el procedimiento desarrollado en [79] conocido como Eigenfaces,
puede extenderse a otros tipos de objetos, por ejemplo, observaciones representadas por
caracteŕısticas de tipo dinámico en el tiempo.
El proceso enfocado hacia la reducción de caracteŕısticas dinámicas y posterior clasifica-
ción, consiste en:

2 Este apéndice hace parte del trabajo desarrollado por el Ing. Genaro Daza Santacoloma, en su tesis de
Maestŕıa, titulada: “Metodoloǵıa de reducción de dimensión para sistemas de reconocimiento automático
de patrones sobre bioseñales” [58]

81
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1. Ordenar las caracteŕısticas dinámicas, de tal forma que las varianzas y covarianzas
se puedan estimar entre todos los puntos de representación de las variables.

2. Calcular las componentes principales del arreglo de elementos ordenados, represen-
tando las observaciones. Los vectores propios obtenidos generan la base de un subes-
pacio que abarca la mayoŕıa de la información dada por un conjunto de observaciones
de entrenamiento.

3. Como estos vectores propios conforman una base ortonormal, pueden ser usados para
proyectar los vectores de observación, aśı es posible utilizar los vectores de pesos de
esta transformación como caracteŕısticas que pueden ser clasificadas por algoritmos
t́ıpicos.

Sea ξij (t) la variable dinámica j perteneciente a la observación i, donde i = 1, 2, . . . , n es
el número de observación, j = 1, 2, . . . , p es el número de variables por observación y t =
1, 2, . . . , T la longitud de la variable dinámica. Entonces, la matriz de datos correspondiente
a una sola observación de tamaño (T × p) está dada por:

Xi =





ξi1 (1) ξi2 (1) · · · ξip (1)
ξi1 (2) ξi2 (2) · · · ξip (2)

...
...

...
ξi1 (T ) ξi2 (T ) · · · ξip (T )




(C.1)

A partir de la matriz definida en (C.1), se construye el correspondiente vector observación
Γi de tamaño (pT × 1),

Γi =





ξi1 (1)
ξi1 (2)

...
ξi1 (T )
ξi2 (1)

...
ξi2 (T )

...
ξip (1)

...
ξip (T )





(C.2)

y la observación promedio del conjunto de observaciones de entrenamiento está definida
por,

Γ̄ =
1

n

n∑

i=1

Γi (C.3)

por tanto, cada observación difiere de la observación promedio por el vector,

Φi = Γi − Γ̄ (C.4)
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Una vez construidos los vectores Φi, se hallan los componentes principales de la distri-
bución de las observaciones, para ello se realiza la técnica PCA, con la cual se busca un
conjunto de n vectores ortonormales vi y sus valores propios asociados λi no nulos, que
representan de mejor forma la estructura original de los datos. Del total de valores y vec-
tores propios, pueden escogerse los m mejores, en el sentido de la cantidad de información
que representan, por medio de algún criterio desarrollado para tal fin [58]. La matriz de
covarianza S, que relaciona los puntos de las variables dinámicas, a partir de la cual se
calculan los valores y vectores propios está dada por,

S =
1

n

n∑

i=1

ΦiΦ
⊤
i =

1

n
GG⊤ (C.5)

donde, la matriz G es,
G =

[
Φ1 Φ2 · · · Φn

]

Calcular la matriz de covarianza S de tamaño (pT × pT ) y obviamente los pT valores pro-
pios y los pT vectores propios de ella, puede ser un proceso computacionalmente costoso.
Sin embargo, es posible realizar este procedimiento de forma más eficiente [79]. En vez de
determinar los vectores y valores propios a partir de GG⊤, se considera la matriz G⊤G de
tamaño (n× n), para determinar los n valores propios λ y los nuevos n vectores propios
v̂; lo anterior se realiza porque usualmente en la práctica n ≪ pT . La relación que existe
entre los vectores propios v y los vectores propios v̂ puede describirse por,

G⊤Gv̂i = λv̂i

premultiplicando por G,
GG⊤Gv̂i = λGv̂i

de donde,

SGv̂i = λGv̂i

Svi = λvi

entonces,
vi = Gv̂i (C.6)

Por tanto G⊤G y GG⊤ tienen los mismos valores propios y sus vectores propios están
relacionados por (C.6). Mientras que de GG⊤ se pueden tener pT valores propios, de G⊤G
sólo se pueden tener n valores propios. Sin embargo, estos n valores propios corresponden
con a los n valores propios mayores de GG⊤, es importante tener en cuenta que los vectores
propios vi deben normalizarse, tal que, ‖vi‖ = 1.
Una vez se han calculado n valores propios y n vectores propios, es posible seleccionar sólo
m vectores propios (donde m < n), asociados a los m mayores valores propios, por medio
de algún criterio desarrollado para tal fin [58]. Por otra parte, debido a que PCA es una
transformación lineal de los datos, es posible reconstruir una observación a partir de la
suma ponderada de los vectores propios, por medio de,

Φ̂i =

m∑

k=1

wkvk (C.7)
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donde, Φ̂i es la observación reconstruida y los pesos de ponderación están dados por,

wk = v⊤
k Φi (C.8)

En este sentido, cada observación normalizada está representada en la base, por un vector
de pesos Ω, donde,

Ωi =
[
wi1 wi2 · · · wim

]
(C.9)

y de esta forma, los pesos son las coordenadas de las observaciones de entrenamiento,
que constituyen las clases (patrones) en un nuevo espacio dado por los vk, k = 1, . . . , m
vectores propios calculados.
Para aplicar el procedimiento descrito debe tenerse en cuenta que:

– Exista independencia estad́ıstica entre observaciones.

– La cantidad de observaciones empleadas deben ser suficientes para que el experimen-
to tenga significancia estad́ıstica.

– Se asume sincrońıa en la secuencia de ventanas que se analizan en la variables dinámi-
cas, es decir que, cada observación se considera como una función muestra del mismo
proceso aleatorio. En este sentido, la matriz de covarianza que se analiza está cons-
tituida por promedios de ensamble (ensemble averages).

Finalmente, para validar una nueva observación Γval, el proceso consiste en:

1. Normalizar la muestra, Φval = Γval − Γ̄

2. Proyectar la muestra de validación normalizada en el espacio de vectores propios vk.

3. Representar la muestra de validación en el espacio de los vectores propios, por medio
su vector pesos Ωval y emplear un algoritmo de clasificación para determinar la clase
a la que corresponde dicha muestra.

Por otra parte, la técnica PCA no sólo realiza la extracción de caracteŕısticas, sino que
también permite la identificación y selección de las variables que de mayor forma contribu-
yen al proceso de reconocimiento. Esta identificación se logra analizando primero el vector
ρρρ de tamaño (pT × 1)

ρρρ =
m∑

k=1

|λkvk| (C.10)

los mayores valores dentro del vector ρρρ señalan cada uno de los puntos de las variables
dinámicas que más influencia tienen en el proceso. Luego, si se reordena el vector ρρρ en
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forma de la matriz PPP, tal que,

ρρρ =





ρ11

ρ12
...
ρ1T

ρ21
...
ρ2T
...
ρp1
...
ρpT





⇒ PPP =





ρ11 ρ21 · · · ρp1

ρ12 ρ22 · · · ρp2
...

...
...

ρ1T ρ2T · · · ρpT





se identifican las variables dinámicas de más influencia en el proceso, como aquellas para
las cuales, los valores ρ̂j sean mayores, siendo,

ρ̂j =
T∑

t=1

ρjt, j = 1, . . . , p (C.11)

porque estas caracteŕısticas son las que tienen más alta correlación con los componentes
principales.
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