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Resumen

Los datos de falla bivariados son comunes en estudios de confiabilidad y supervivencia, don-
de la estimacion de la fuerza de dependencia es a menudo un paso importante en el analisis
de los datos. En la literatura se ha establecido que los coeficientes de correlacién miden la
relacion lineal entre dos variables, pero también pueden existir relaciones no lineales fuertes
entre las variables. El coeficiente de concordancia 7 de Kendall se ha convertido en una
herramienta 1til para el andlisis de datos bivariados, a través de pruebas no paramétri-
cas de independencia y medidas complementarias de asociaciéon. En el andlisis de datos de
confiabilidad hay un fenémeno que ocurre cuando el valor de las observaciones se conoce
parcialmente, el cual se conoce como censura. En este trabajo se comparan via simulacién
dos extensiones del 7 de Kendall, una de ellas es suponiendo normalidad en las distribucio-
nes marginales y ajustandolas individualmente y la otra estd basada en cépulas, donde los
datos bivariados estan censurados a intervalo. La comparacion es hecha mediante tres medi-
das, a saber, la desviacién mediana absoluta, el error cuadratico medio y la eficiencia relativa.

Palabras clave: Asociacién, Dependencia, Datos Bivariados, Censura a intervalo, Con-

fiabilidad, Supervivencia, Cépula, 7 de Kendall.
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Abstract

Bivariate failure data are common in reliability and survival studies, where estimation of
dependency is often an important step in data analysis. In the literature it known that the
correlation coefficient measures the linear relationship between two variables, but there may
also be a strong non-linear relationship between two variables. The concordance coefficient
Kendall’s 7 has become a useful tool for the analysis of bivariate data, through nonpara-
metric tests of independence and complementary measures of association. In the analysis of
reliability data there is a data feature that occurs when the value of the lifetime is partially
known, which is known as censoring. In this paper, we using simulations to compare two ex-
tensions of the Kendall’s 7, one of them is assuming normality in marginal distributions and
adjusting them individually and another one focused on copulas, where the bivariate data
are censored at intervals. The comparison is made by three measures, namely, the median
absolute deviation, the mean squared error and the relative efficiency.

Keywords: Association, Dependency, Bivariate Data, Interval Censored, Reliability,

Survival, Copula, Kendall’s .



Lista de Figuras

4-1. Relacién entre el MAD y el tamano muestral, con el método de ajuste indi-
vidual de las marginales y el método de copula Normal, la notaciéon CM_0.2
hace referencia al método con ajuste individual de las marginales con el valor
del 7 de Kendall de 0.2 y C_0.2 hace referencia al método de copula Normal

conTt=02 .. ... .. ...

4-2. Relacion entre el ECM y el tamano muestral, con el método con ajuste indi-

vidual de las marginales y el método de cépula Normal . . . . . . .. . . ..
4-3. Relacion del MAD con los dos métodos, con 7=0.2 . . . . ... ... ...
4-4. Relacion del ECM con los dos métodos, con 7=0.2 . . .. ... ... ...
4-5. Relacién del MAD con los dos métodos, con 7=0.5 . . . ... .. ... ..
4-6. Relacion del ECM con los dos métodos, con 7=0.5 . . .. ... ... ...
4-7. Relacién del MAD con los dos métodos, con 7=0.8 . . . . . ... ... ...
4-8. Relacién del ECM con los dos métodos, con7=0.8 . . . .. ... ... ...



Lista de Tablas

2-1. Taxonomia de observaciones censuradas a intervalo. . . . . . . . . . . . . . ...

4-1. Resultados del Estudio de Simulacién



Contenido

Resumen
Lista de Figuras
Lista de Tablas
1. Introduccién

2. Marco Tedrico
2.1. Funcién de supervivencia . . . . . . . . . . ...
2.2. Tiposdecensura . . . . . . . . . . . ...
2.3. Estimacion de maxima verosimilitud no paramétrica de la Funcion de super-
vivencia con datos con censura a intervalo . . . ... ... ... .. .. ...
2.4. Medidas de calidad de estimadores . . . . . . .. .. ... ... .. ...,
2.4.1. FError cuadraticomedio . . . . . ... ..o
2.4.2. Eficiencia . . . . . ...
2.4.3. Mediana de la desviacién absoluta (MAD) . . . ... ... ... ...
25, 7deKendall . . . . . .
2.5.1. Propiedad de invarianza del 7 de Kendall . . . . . . .. .. ... ...
2.5.2. Otras propiedades del 7 de Kendall . . . . . . ... .. .. ... ...
2.6. Copulas . . . . . .
2.6.1. Copulade Clayton . . . . . ... ... ..
2.6.2. Copula Normal . . . . . .. .. ...
2.6.3. Copula de Plackett . . . . . .. ... ... ... .. ... .....
2.6.4. Copula Gumbel . . . . . ...
2.6.5. Modelo de mezcla gaussiano penalizado . . . . . .. .. .. ... ...
2.6.6. Estimacién del 7 de Kendall y rho de Spearman . . . . . . . .. . ..
2.7. Modelo de tiempo de falla acelerado . . . . . . .. .. ... ... .. ...

3. Extensiones del Coeficiente de Asociacion 7 de Kendall
3.1. Estimacion del 7 de Kendall con datos con censura miltiple que surgen del
ajuste de datos censurados individualmente . . . . . . ... ... ... .
3.2. Método copula . . . . ..o

VIl

w w

© © 00 00 00 I W~

10
10
12
13
13
14
14
15
17

19



XI1 Contenido

. Estudio de Simulacién 24
4.1. Esquema de simulacion . . . . . . . . ... 24
4.2. Resultados . . . . . . . . . e 26

. Conclusiones y Trabajo Futuro 32
5.1. Conclusiones . . . . . . . . . e 32
5.2. Trabajo futuro . . . . . . ... 32

. Paquetes del Software Estadistico R 33
AL censcor . ... e 33
A2 dcensBKL . . . . . . 33

. Cédigo en el Software Estadistico R Para el Proceso de Simulacién 35

Bibliografia 48



1. Introduccion

El analisis de datos de confiabilidad proporciona a los consumidores una medida asociada
con la duraciéon promedio de un producto de interés y a su vez los fabricantes cuentan con
una medida que les indica qué tan bueno es su producto. En el caso de muestras aleatorias
bivariadas se debe tener en cuenta la estructura de dependencia asociada, de tal manera
que en el andlisis de datos se logre identificar dicha estructura, para medir dicha estructura
usualmente se utiliza el 7 de Kendall.

Una caracteristica tipica de los datos en confiabilidad es la presencia de censura. Hay varios
tipos de censura, entre ellas esta la censura a derecha, a izquierda y a intervalo. En este
trabajo es de interés la censura a intervalo, que se produce cuando el tiempo de falla de un
producto se encuentra en intervalos los cuales, en general, son aleatorios.

El coeficiente de concordancia 7 de Kendall, propuesto por Kendall en [22], mide el grado de
dependencia entre dos variables aleatorias, cuya escala de medida es ordinal 6 de intervalo; la
estimacién del 7 de Kendall se basa en el orden (rangos) de las observaciones. La propiedad
mas importante del 7 de Kendall es que es invariante a transformaciones mondétonas. La
principal ventaja del 7 de Kendall es que la distribucién de su estimacién cuando el tamano
de la muestra es grande se aproxima a una distribucién Normal rapidamente, de tal forma
que la aproximacién Normal es mejor para la estimacion del 7 de Kendall, que para la esti-
macién del rho de Spearman, cuando se contrasta un juego de hipotesis y la hipotesis nula
de independencia entre las variables X y Y es cierta.

Las pruebas no paramétricas y las medidas de asociaciéon méas conocidas estan propuestas en
[13]. Para el anélisis de datos bivariados, se emplean pruebas no paramétricas de indepen-
dencia y medidas complementarias de asociacién. Una extensién para estimar el coeficiente
de concordancia 7 de Kendall, con censura a intervalo, es propuesta por [1].

Para estimar el 7 de Kendall en datos bivariados con censura a intervalo, [5] propone modelar
las distribuciones marginales con un modelo de falla acelerado con un término de error fle-
xible sugerido por [23], la asociacién la modelan de forma paramétrica y utilizan las cépulas
de Clayton, Normal y de Placckett, para datos bivariados.

En este trabajo, se exploran dos métodos implementados en [29] y [5] para estimar el co-
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eficiente de concordancia 7 de Kendall para datos bivariados con censura a intervalo. En el
Capitulo 2 se presentan algunos conceptos importantes para el desarrollo de este trabajo,
se definen algunos conceptos que implementan la estimacion del 7 de Kendall, como las
aproximaciones por cépulas de [5] y el estimador de méxima verosimilitud no paramétrico
propuesto por [2] para datos bivariados con censura a intervalo. En el Capitulo 3 se presen-
tan dos extensiones para estimar el 7 de Kendall; la primera es la estimacion suponiendo
normalidad en las marginales y ajustandolas individualmente y la segunda es la estimacion
por medio de copulas. En el Capitulo 4 se realiza un estudio de simulacién, en donde se
comparan resultados analizados de los dos métodos a través de tres estimadores que son la
desviacién mediana absoluta, el error cuadratico medio y la eficiencia relativa. En el Capitulo
5 se presentan las conclusiones de la investigacion.
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A continuacién se presentan algunos conceptos importantes para el desarrollo de este pro-
yecto relacionados con las extensiones del 7 de Kendall para datos bivariados con censura a
intervalo.

2.1. Funcién de supervivencia

La funcién de supervivencia es el complemento de la funciéon de distribucién acumulada, da
la probabilidad de sobrevivir mas alld del tiempo t. Sea T" una variable aleatoria continua
no negativa, que representa los tiempos de supervivencia de individuos de alguna poblacién.

La funcién de supervivencia S(t) se define como:

S(t)=P(T >1)=1— F(t) = /too f(z) d, (2-1)

donde F(t) es la funcién de distribucién acumulada (f.d.a) y f(z) es la funcién de densidad
de probabilidad (f.d.p).

Sean T} y 15 dos variables aleatorias continuas no negativas, la funciéon de supervivencia
conjunta es:

S(tl,tz) = P(Tl > tl,Tg > tz), t1 20, ty > 0. (2—2)

Es decir S(t,t3) es la probabilidad de que ambas unidades sobrevivan en los tiempos ¢; y
to respectivamente.

2.2. Tipos de censura

Una caracteristica tipica de los datos de supervivencia es el hecho de que el tiempo hasta
un evento no siempre se observa exactamente y las observaciones estan sujetas a censura.
Las pruebas de vida a menudo usan datos con censura, ya sea a izquierda, a derecha 6 en
intervalos.
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Siguiendo la notacién en [3], para los individuos cuyos tiempos estan censurados a izquierda,
el evento de interés ha ocurrido antes de la primera visita, para los individuos cuyos tiempos
estan censurados a la derecha, a menudo, el estudio termina antes de que todos los sujetos
que hacen parte de éste hayan mostrado el evento de interés debido a que el sujeto abandona
el estudio antes de experimentar el evento y el evento no ha ocurrido hasta la tltima visita.
En la censura a intervalo la falla se encuentra entre dos visitas, pero no se sabe en qué
momento exactamente ocurrié la falla.

La censura se puede clasificar en 3 tipos que son tipo I, tipo II y aleatoria. Los datos con
censura tipo I (tiempo) resultan cuando todas las unidades que no han fallado antes de un
tiempo pre-especificado t., se censuran en el tiempo t.. Los datos con censura tipo II (falla)
resultan cuando una prueba es terminada después de un nimero especificado de r fallas,
2 < r < n. Cuando n = r, todas las unidades fallan y los datos se llaman completos. La
censura aleatoria se refiere a los individuos que dejan de asistir al estudio por otros motivos
que no estan relacionados con el estudio, este tipo de censura esta sujeta al azar.

En la practica, cuando se realiza un determinado estudio, es importante distinguir cuando
los datos estan censurados a derecha, a izquierda 6 a intervalo. Siguiendo la notacién en
[3] se utiliza un indicador de censura § igual a 0,1,2 y 3 para denotar censura a derecha,
observaciones exactas, censura a izquierda o en intervalos respectivamente, como se ilustra
en la siguiente tabla:

Observacion Limites del intervalo |I,u] Indicador de censura
Censura a derecha en el tiempo [ 0<l<u=o00 0=0
Tiempo exacto observado t O<l=u=t<o 0=1
Censura a izquierda en el tiempo u 0=Il<u<o 0=2
Censura en intervalos en | [, u] 0<l<u<o =3

Tabla 2-1.: Taxonomia de observaciones censuradas a intervalo.

2.3. Estimacion de maxima verosimilitud no paramétrica
de la Funcidn de supervivencia con datos con
censura a intervalo

A continuacion se muestran algunos enfoques frecuentistas para estimar la supervivencia
S(t) en presencia de censura a intervalo, de acuerdo a lo presentado en [3].

Siguiendo la notacién en [3], se introduce el estimador de méxima verosimilitud no paramétri-
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co (NPMLE), también llamado estimador de Turnbull de S(t). Se supone que los tiempos
de supervivencia provienen de una muestra de individuos independientes e idénticamente
distribuidos con funcién de distribucién acumulada F'(t), funcién de supervivencia S(t) y
funcién de densidad de probabilidad f(t). En lugar de observar T;, i = 1,--- ,n exactos se
observa un conjunto de intervalos e indicadores de censura D = [;,u;], &; :i=1,2,--- ,n.
Para una observacién exacta se escribe t; = [; = u;, es decir, cuando §; = 1; el estimador
NPMLE para datos con censura a intervalo, no tiene, en general una soluciéon cerrada y
debe obtenerse mediante un algoritmo iterativo. Siguiendo la notacién en [3], |1;, u; | hace re-
ferencia a un intervalo abierto, semiabierto o cerrado con limite inferior /; y limite superior u;.

Para calcular el NPMLE de una distribucién de supervivencia se debe tener en cuenta lo
siguiente

Sea |lj,u;] (i = 1,---,n) los intervalos observados de n sujetos independientes, que con-
tienen los tiempos desconocidos del evento de interés, ¢;. Peto en [31] fue el primero en
notar que la soluciéon de méxima verosimilitud da como resultado un conjunto de intervalos
[pj; Qj];'n:1 con la propiedad de que la funcién de supervivencia estimada es constante fuera
de los intervalos. Ademas, la masa o probabilidad asignada a cada uno de los intervalos esta
bien determinada, pero dentro de cada intervalo no hay informacién sobre como se asigna esa
masa. Los intervalos se llaman regiones de posible masa o soporte porque el procedimiento
de maxima verosimilitud solo puede indicar en qué regiones pueden ocurrir los eventos. Por
tanto, sélo se puede afirmar que los intervalos [p;; qj]}”zl tienen masa mayor o igual a cero,
pero no necesariamente todas las masas son mayores que cero. Estos son los intervalos a los
que se les asigna la posible masa o probabilidad.

[31] y [34] sugieren un algoritmo de reduccién simple para identificar los intervalos de posible
masa a partir de los datos. A saber, dadas las observaciones [l;, u;] (i = 1,--- ,n), se clasifica
los puntos de tiempo {/;} vy {w;} en orden creciente y se identifica si el punto es un extremo
izquierdo o un extremo derecho. Las regiones de posible masa son entonces los intervalos con
un punto extremo izquierdo inmediatamente seguido de un extremo derecho. Esto facilita
considerablemente la estimacién no paramétrica de la funcién de supervivencia. Peto en [31]
y Turnbull en [34] usaron intervalos cerrados, porque la solucién del estimador de méaxima
verosimilitud no parametrico depende de las propiedades de los intervalos cerrados.

Dadas las regiones de posible soporte, la masa asignada a cada uno de estos intervalos
debe estimarse en un segundo paso. Para intervalos semiabiertos o cerrados, el algoritmo de
reduccién anterior da lugar a un conjunto de intervalos |p;; ¢;]7L; se define s; = S(p;—) —
S(g;+) (j = 1,---,m), donde S(p;—) denota el valor de la supervivencia a la izquierda
de p; v S(g;+) denota el valor de la funcién de supervivencia a la derecha de g;. El vector
s= (s, -+ ,5m), con Z’anl s; = 1y s; > 0 definen las clases de equivalencia en el espacio de
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las funciones de distribucién S, que son planas fuera de U;"Zl |pj, q;].- Todas las funciones en la
misma clase de equivalencia (la nocién de relacién de equivalencia sobre un conjunto, permite
establecer una relacion entre los elementos del conjunto que comparten cierta caracteristica
o propiedad.Esto permite reagrupar dichos elementos en clases de equivalencia) tendran la
misma verosimilitud porque ésta depende solo de los valores en p; y ¢; (j=1,---,m) y no
en cémo la funcién evoluciona entre p; y ¢; (j = 1,--- ,m). Asi, la definicién del estimador
de maxima verosimilitud de la funcion S se puede restringir a estas clases y se reduce a
maximizar

L= 11 (2 aij8j> ; (2-3)

donde

s Ll
K 0 en otro caso

El NPMLE de S se puede estimar mediante la maximizacién de la verosimilitud restringida
L con restricciones lineales

1-) s =0, (2-4)
5;>0(G =1, ,m). (2-5)

Esto se puede lograr con una variedad de algoritmos, como el algoritmo de autoconsistencia
descrito en [34], que es de hecho un ejemplo del algoritmo de Expectation-Maximization (EM)
el cual se puede encontrar en [7]. En ausencia de tiempos de eventos exactos, el algoritmo
de autoconsistencia requiere en cada momento el ntimero esperado de sujetos en riesgo y
sujetos que fallan. Con estos pseudo-datos, se calcula un estimador producto limite. Se inicia
con algunas estimaciones iniciales para s; (j = 1,--- ,m), por ejemplo si se toma §; = 1/m
para todo j. Entonces se estima S con el siguiente algoritmo:

donde
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Después de este paso, los §; (j = 1,--- ,m) se calculan otra vez utilizando la nueva estima-
cién S (gj+) (j =1,--- ,m) y este proceso se repite hasta obtener la precisién requerida. Hay
que tener en cuenta que el algoritmo de autoconsistencia puede detenerse en una solucién
optima local y, por lo tanto, no produce el NPMLE.

En [10] describe cémo determinar si un estimador candidato s de s es de hecho el NPMLE. En
[10] se muestra como las condiciones de Kuhn-Tucker, dan los criterios necesarios y suficientes
para proporcionar una solucién éptima y valida. Para aplicar este procedimiento a nuestro

problema de maximizacién se hace lo siguiente. Sea I(s) = > ", log <Z;”:1 ozijsj> el log de

la verosimilitud y d, = 0l/0sy (k =1,---,m). Las condiciones de Kuhn-Tucker establecen
que 5 es el estimador de maxima verosimilitud si y solo si existen valores pu; (j =0,---,m)
tal que:
ujsj:()(]:l, 7m)’ (2-6)
:uj 20(]217,7’)1)7 (2_7)
0 = .
7 |1(8) + ) skl — o) | =dj i —po=0 (j=1,--,m). (2-8)
J k=1

Las condiciones de Kuhn-Tucker corresponden a las ecuaciones 2-4, 2-5, 2-6, 2-7 y 2-8.

Los pt; se llaman los multiplicadores de Lagrange. En términos generales, un multiplicador
de Lagrange, es un escalar que se introduce como ayuda para resolver un problema en n,
variables con n, restricciones a un problema que tiene solucién en n, + n. variables sin res-
tricciones. De estas condiciones se puede derivar que p, = n. En las ecuaciones anteriores,
a d; + pj — po se le llama el gradiente reducido, porque es el gradiente con respecto a las
variables libres. Las condiciones de Kuhn-Tucker se satisfacen si los multiplicadores de La-
grange son mayores o iguales a cero, p1; = 0 cuando s; > 0 para j = 1,--- ,m y el gradiente
reducido es cero. Los intervalos |p;,¢;| con s; >0 (j = 1,--- ,m) se llaman las regiones de
soporte del NPMLE de S.

Dado que el NPMLE es invariante al lugar donde se coloca la masa de probabilidad dentro
de las regiones de soporte, esto hace que el NPMLE no sea tnico (ver [11]).

2.4. Medidas de calidad de estimadores

Para evaluar si las estimaciones asociadas a un paramétro de interés a partir de una muestra
aleatoria resultan adecuadas, se pueden utilizar medidas de calidad como el andlisis al centro
de la distribuciéon muestral, el insesgamiento y la minima varianza. Al calcular estas medi-
das a diferentes estimadores bajo comparacion se puede establecer cudl estimador es el mejor.
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2.4.1. Error cuadratico medio

Sea T un estimador de un paramétro desconocido 6. En [6] se define el error cuadratico
medio como el valor esperado del cuadrado de la diferencia entre Ty 6, es decir

ECM(T) = E[(T — 0)%

(T?) — [E(T))* + [E(T))? — 20E(T) + 6* (2-9)
(T)+ 10— E(T))?
(

donde B(T) y V(T') son el sesgo y la varianza del estimador puntual 7" respectivamente.

2.4.2. Eficiencia

Se dice que un estimador # de un pardmetro poblacional 6 es eficiente para estimar a 6 si
alcanza la cota de Cramer- Rao, es decir,

o[
V(0) = — [810%](;6(@}2, (2-10)

donde el denominador se llama la cantidad de informacién de Fisher 7(9).

En [27] se define la eficiencia relativa entre dos estimadores de un pardmetro como sigue:
Sean 6, y 6, dos estimadores del paramétro § y sean EC'M (6,) y ECM(B,) los errores
cuadraticos medios asociados a 91 y 92 respectivamente. La eficiencia relativa de 62 respecto
a 01 se define como:

ECM (6y)

BOM G (2-11)

Si esta eficiencia relativa es menor a 1, se puede concluir que #; es un estimador més eficiente
de 6 que 6, en el sentido que tiene menor error cuadratico medio.

2.4.3. Mediana de la desviacion absoluta (MAD)

El MAD es una medida robusta para la variabilidad de un estimador. En [29] se define como
la mediana del valor absoluto de la diferencia entre la estimacion y el valor real.
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Sea 6 un pardametro de interés y sea T es estimador puntual de 6, el MAD se define de la
siguiente manera:

MAD = mediana(|T — 6]), (2-12)

donde T es el estimador de 6.

2.5. 7 de Kendall

El 7 de Kendall es una medida de dependencia que representa el grado de concordancia entre
dos variables. La estimacién del 7 de Kendall definida en [24] en términos de concordancia
y discordancia, se presenta a continuacion:

Sea (z1,vy1),(x2,y2), ..., (Tn,yn) una muestra aleatoria de n observaciones de un vector
(X,Y) de variables aleatorias continuas 6 al menos ordinales. Un par de observaciones (z;, y;)
y (x,y;) son concordantes si z; < z; y ¥; < yj, 6 si x; > x; y y; > y; y un par de observa-
ciones (z;,v;) v (x;,y;) son discordantes si z; < z; y y; > y;, 0 si z; > z; y y; < ;.

Existen (Z) pares diferentes (z;,v;) y (x;,y;) de observaciones en la muestra, y cada par es
concordante o discordante. Sea N, denota el niimero de pares concordantes y N4 el niimero
de pares discordantes. Entonces la estimacion del 7 de Kendall para la muestra se define
como:

Ne — Ny
N.+ Ny

7=

(2-13)

Equivalentemente, el 7 de Kendall se define como la probabilidad de concordancia menos la
probabilidad de discordancia para un par de observaciones (z;,v;) v (z;,y;) elegidas aleato-
riamente de la muestra.

Para variables aleatorias continuas, sean (X1,Y)) y (Xa, Y3) vectores aleatorios independien-
tes e idénticamente distribuidos, cada uno con funcion de distribucién conjunta H, entonces
el 7 de Kendall es dado por la probabilidad de concordancia menos la probabilidad de dis-
cordancia (ver [28]) dada por:

T=7(X,Y) = P[(X1— Xo) (Vi = Ya) > 0] = P[(X; — Xo) (Y1 — Ya) < 0] (2-14)

2.5.1. Propiedad de invarianza del 7 de Kendall

Sean (X1,Y7) y (Xs,Y3) dos variables aleatorias bivariadas independientes, cada una con
la distribucién bivariada comin de (X,Y), y sean g y h dos funciones reales monétonas
(crecientes ¢ decrecientes), entonces 7 [g (X),h (Y)] = 7(X,Y). La demostracién de este
resultado se puede ver en [18].
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2.5.2. Otras propiedades del 7 de Kendall

Si se asume que las distribuciones marginales son continuas, se tienen los siguientes resultados
para el coeficiente de concordancia 7 de Kendall.

1. -1<7<1

2.7=16 (r=—-1)siysblosi Y = g(X), para alguna funcién g monétona creciente 6
(decreciente).

3. 7=0,si Xy Y son independientes.

2.6. Copulas

Una copula es una funcién multivariada que describe la asociacion entre las variables de una
distribucién conjunta. En [3] se considera que la distribucién marginal describe la forma en
que una variable aleatoria actia por si sola, mientras que la funcién cépula describe como
se unen para determinar la distribucién multivariada. Las cdpulas extraen la estructura de
dependencia de la funcién de distribucion conjunta y por lo tanto, separan la estructura de
dependencia de las funciones de distribuciéon marginal; ademas se han convertido en una he-
rramienta importante en varios campos, como en medicina, ingenieria, economia entre otras

areas.

Nelsen en [28] considera un par de variables aleatorias X y Y con distribuciones marginales
F(z) = PIX < z]y G(y) = P[Y < y] respectivamente y H(x,y) = P[X < z,Y <y la
distribuciéon conjunta.

Se define la cépula C, con « el parametro de la copula como una funcién que le asigna al
par (F'(z),G(y)) un nimero real en el intervalo [0, 1], H(x,y), es decir:

Co:[0,1] x [0,1] = [0,1]
(£ (z), G (y) = H (z,y)

Las copulas tienen las siguientes propiedades:
1. Cy(a,0) =0 = C,(0,b) para todo a,b € [0, 1].
2. Cyla,1)=ay Cy(1,b) = b para todo a,b € [0, 1].
3. Para todo (ay,by), (ag,bs) € [0,1] X [0,1] con a1 < ag y by < by se tiene que

Ca(ag, b2) — Ca(al,bg) — Ca(ag,bl) + C’a(al,bl) Z 0.
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El método que se va a describir es siguiendo la notacién en [3], con el enfoque de [5].

Sean (77, T5) el par de tiempos de supervivencia que se encuentran en el rectangulo | Iy, u; | X
|lo,uz] con 0 < [; < u; < oo, para j = 1,2. Los indicadores de censura a izquierda y
a intervalo para T; (j = 1,2) se denotan como 5](-1) y 5](-2), los cuales producen el vector
0= (5%1), 6%2), 551), 5&2)). Se denota por y = (I1,uy, I, uz) los datos censurados a intervalo y
asumiendo que (77, 75) son independientes de (Ly, Uy, Lo, Us), pero (Lq,Uy) v (L, Us) pue-
den ser dependientes.

Denote por D la muestra de tamano n de variables aleatorias i.i.d de intervalos bivariados
Llis wai] X [log, ugiJ(i = 1,--+ ,m).

Las copulas también pueden ser definidas en términos de la funcién de supervivencia S
y se denominan cépulas de supervivencia. Sean T; y T5 dos variables aleatorias continuas
no negativas, con funciones marginales de supervivencia S;(t) y Ss(t) respectivamente y la
funcién de supervivencia conjunta S(ty,ty) = P[T} > t1, Ty > t5], la cdpula de supervivencia
estd dada por

S(ti,ta) = CalSi(t1), Sa(t2)), (2-15)
donde C,, es una cépula de supervivencia especifica con parametro «, el cual regula la aso-
ciacion entre Ty y T.

La cépula C, de una funcién de distribucién acumulada F'y su copula de supervivencia C,
estdn relacionadas de la siguiente manera: Cy(a,b) = a+b+ Co(l —a,1 —b) — 1.

Cuando se trabaja con copulas una decisiéon importante, es la de elegir la cépula adecuada
para modelar los datos, en donde el mayor interés se encuentra en la dependencia de las
variables aleatorias. Existe una gran variedad de cépulas, entre ellas se encuentran la copula
de Clayton, la cépula Normal y la cépula de Plackett que han sido utilizadas en [24].

Cuando se supone un modelo con enfoque paramétrico para datos que presentan censura a
intervalo, hay dificultad para elegir la distribucién correcta. La respuesta se puede encontrar
con el uso de una cépula. Las medidas de asociacién como el rho de Spearman denotado por
ps v el 7 de Kendall, se pueden expresar como funcién de una cépula de supervivencia de la
siguiente manera:

Ps = 12/ / Fl(tl) . Fg(tg)dF(tl,tQ) -3
0 0

11
= 12/ / C(u, v)dudv — 3,
o Jo
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donde dF(t1,ts) = f(t1,t2)dt dty, con f = OF/0t;0ts, cuando la funcién F' es diferenciable.

El 7 de Kendall se define como:
7':4/ / F(tl,tg)dF(tl,tg)—l
o Jo

_ 4/01 /01 ', 0)dC (u, v) — 1.

Para varias copulas, se puede establecer la relacién entre el parametro de la cépula y la
medida de asociacién. Se consideraran las cépulas de Clayton, la Normal y la de Plackett.

2.6.1. Copula de Clayton

Para 6, > 0, con 6, # 1y a =0y el parametro de la copula Clayton, la cépula de Clayton
se define en [3] como:

1

é’ch (u,v) = (u'7% 40170 — 1), (2-16)

También se conoce como la familia Pareto de cépulas.

4

El modelo Clayton asume “ a constant local cross ratio”, evaluando el grado de dependencia

en un solo punto de tiempo, se define en [5] de la siguiente manera:

6L<t1,t2) = S(tl,tg) X

025 (t1, o) OS(t1,ta)  OS(ty,t2)
-1
0,0t / { ot oh } (2-17)

“The cross ratio function” tiene una interpretacion muy natural en las tasas de riesgo con-
dicionales como en [30] , a saber:

M (4T = ty)
M (t|To > to)
Ao (to|Th = t1)
Ao(to|Th > 1)’

Or(t1,t2) =
donde A\; y Ay son las funciones de riesgo para T y Ts respectivamente.

La independencia corresponde 0; = 1, la dependencia positiva 8, > 1 y la dependencia
negativa 0 < 1.
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2.6.2. Coépula Normal

Los datos bivariados que se distribuyen normales producen la cépula Normal o Gaussiana,
con o = p el pardmetro de la cépula Normal, dada en [5] por:

Cf (u,v) = @[ (u), @7 (v)], (2-18)

donde ®, denota la funcién de distribuciéon Normal bivariada estandar con correlacién p. La
cépula Normal no tiene una forma cerrada simple, pero puede expresarse como una integral
sobre la densidad de (U, V). En dos dimensiones para |p| < 1 se tiene que:

(s3 — 2ps189 + 53)
CaL u,v) / / (i = )1/2 X exp {— 20— ) dsidss.  (2-19)

La copula Normal, puede ser considerada como una estructura de dependencia que interpo-

la entre la dependencia positiva perfecta y la dependencia negativa, donde el pardmetro p
representa la fuerza de la dependencia.

2.6.3. Copula de Plackett

La familia de cépulas de Plackett esté definida en [5] para av = ¢ el pardmetro de la cépula
Plackett con 5 > 0 con 65 # 1 de la siguiente manera:

1+ (6 — D(u+0)] = {1+ (66 — D(u+ )Y — duvbo(bc — 1)

< p .
CQG(U,’U)— 2<0G_1) Y

(2-20)

El modelo de Plackett asume “a constant global cross ratio function”, definida en [3] como:

S(ty,t2)[1 — Sy(ty) — Sa(ta) + S(ty,ts)]

Paltn-t2) = 71510 — S(tr, )][Salte) — St 1)

(2-21)

Para “a constant global cross ratio function”, el espacio bivariado se divide en cada ubica-
cién (t1,ty) en 4 cuadrantes produciendo cuatro probabilidades, una por cada cuadrante y

eg(tl; tg).
Para 65 = 1 se tiene que la copula esta dada por:

CP(u,v) = lim Cec(u v) = uv. (2-22)

0g—1

Para la familia de copulas Plackett, no hay ninguna expresién de forma cerrada para el co-
eficiente de concordancia 7 de Kendall.
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2.6.4. Coépula Gumbel

La funcién de confiabilidad bivariada perteneciente a la familia Gumbel (ver [15] ) tiene la
siguiente forma:

Calu,v) = exp{—[(~ Inw)"/* + (~Inw)/ ]}, (2-23)
donde 0 < a0 < 1.

Sean T} y T3, tiempos de falla Weibull. Una funcién de confiabilidad conjunta para la Weibull
bivariada definida en [25] es:

st = d-[(8) "+ (2)7] 22

donde, 1,01, (2,05 son los pardmetros, los cuales son positivos, de forma y escala asociados
a los tiempos asociados T y T5 respectivamente. 0 < a < 1 es el parametro de dependencia
entre T} y Ty, donde las distribuciones marginales estan dadas por:

Sk(t) = exp {— <eik)gk} , k=12, t>0 (2-25)

Cuando a = 1 entre los tiempos de falla Weibull, entonces hay independencia entre T} y T5.

Si se compara la ecuacién (2-24) con la ecuacién (2-23), la representacién de la distribucién
Weibull bivariada se obtiene mediante la copula Gumbel, para 0 < o < 1, es decir, cuando
Ty y T no son independientes.

2.6.5. Modelo de mezcla gaussiano penalizado

Esta seccion es importante porque a través de esta metodologia se estiman las densidades
de los errores para el método de cépulas.

Para conjuntos de datos bivariados siguiendo la notacién de [3], g(y1, y2) representa la den-
sidad conjunta de (Y71,Y3)", Yy = log(Ty) (d = 1,2) con gi(y1) y g2(y2) las densidades mar-
ginales. Para una muestra de tamano n, una aproximacion suave de esta densidad puede
obtenerse de una suma ponderada penalizada de densidades normales bivariadas no corre-
lacionadas ubicadas en una rejilla predefinida, es decir que la densidad es diferenciable. El
método se basa en el procedimiento de suavizado penalizado descrito en [9].
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Con los puntos de la rejilla preespecificados pie, ky = (14, flogy) (b1 = 1, Ky; ko =
1,---, K3), se asume que:

< > Z Z Wy k2 N2 ”’khkw )7 (2—26)

ki1=1ko=1

donde N(.) denota la distribucién Normal bivariada y

5 [ o 0 ]
= 2
0 o,
es una matriz de covarianza diagonal con valores preespecificados de 0% y o3. Ademds
Ko
Wi, k, > 0 para todo ki, ko y Zkl 1 Zk2:1 Wiy by = L.

La idea de este método es estimar los pesos wy, y, (k1 = 1,---, Ki;ky = 1,--- |, K5) ma-
ximizando la verosimilitud, de forma que los puntos de la rejilla permanezcan fijos. Los
estimadores de maxima verosimilitud sin restricciones se pueden obtener expresando el log
de la verosimilitud como una funcién de a = (ag, k, : k1 = 1,--+ , Ky; ko = 1,--- ,Kg)'
usando la siguiente igualdad:

Why by = Wy &y (Q)
eXp(alﬂJQ)

Zjl 12]2 1eXp(a‘71]2).

Un término de penalizacién que involucra las diferencias de los a-coeficientes ( ver [9]), esta
dado por:

Ky

K> K,
)\12 Z Aiak1,k2 Z Z 2a1€1 kz ) (2_27)

k1=1ko=1+s k1=1ko=1+s

el cual evita un sobreajuste. En la ecuacién (2-27) el vector X = (A1, A3) con A\; >0y Ay > 0
son los pardmetros de penalizacién 6 suavizado. Aj es el s- ésimo operador de diferencia en
la d- ésima dimensién (d = 1,2), definido iterativamente (para la primera dimensién) como
Afag, gy = AT gy ky — A ahy ko1 Para s > 0y Afag, g, = ag, g, Dados Ay y Ay, el log
de la verosimilitud penalizada [p(a;A) = l(a) — g(a; A\) es maximizado con respecto a a,
produciendo estimaciones @y, y, (k1 = 1,--- , K3y; ks = 1,--- , K3). Los valores 6ptimos de
A1 ¥ A2 se pueden obtener minimizando el criterio de Akaike (AIC). Este procedimiento
proporciona un enfoque paramétrico que produce una solucién suave, ver [12].

2.6.6. Estimacion del 7 de Kendall y rho de Spearman

Las medidas de asociacion globales més conocidas son el coeficiente de correlacion de Pear-
son, el coeficiente de concordancia 7 de Kendall y el coeficiente de correlacion de rango de
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Spearman.

La medida de correlacién mas utilizada es el coeficiente de correlacién de Pearson, fue de-
finido originalmente para variables aleatorias que tienen distribuciéon Normal bivariada. El
coeficiente de correlacion de Pearson mide la fuerza de asociacion lineal entre dos variables
aleatorias, esta medida no es muy atractiva para modelar distribuciones de supervivencia
bivariada. Las cépulas son muy apropiadas para modelar distribuciones bivariadas y la aso-
ciacion entre las marginales se mide a través del 7 de Kendall. La principal ventaja del 7 de
Kendall es que su distribucién se aproxima a la distribucion Normal rapidamente, cuando el
tamano de la muestra es grande. La correlaciéon de Spearman es una medida de asociacién
global no paramétrica, la cual es invariante a las transformaciones mondtonas marginales.
En esta medida, los datos pueden ser observaciones no numéricas que se producen en n pares
de observaciones las cuales se pueden comparar.

Cuando se supone un modelo con enfoque paramétrico para datos que presentan censura a
intervalo, hay dificultad para elegir la distribucion correcta. La respuesta se puede encontrar
con el uso de una cépula.

Para las diferentes cépulas descritas en la Seccion 2.6, se puede establecer una relacion
explicita entre el pardmetro de la cépula y la medida de asociacién. Como en [3], para la
cépula de Clayton, el 7 de Kendall y el pardmetro 6 se relacionan como 7 = 6/(6+2). Tenien-
do en cuenta que solo las correlaciones positivas se pueden modelar con la copula de Clayton.

Para la copula de Plackett y el parametro # > 0, el rho de Spearman esta dado por:

_0+1 26
S 0—-1 (F—1)

ps(0) log(6).

El 7 de Kendall no tiene una forma cerrada.

Para la cépula Gaussiana, la correlacion p de Pearson es el parametro de la cépula. El coefi-
ciente de correlacién de Spearman y el 7 de Kendall estan dados por: pg = 6/7-arcsin(1/(2p))
y T = (2/7) - arcsin(p) respectivamente.

Para el modelo en la Seccién 2.6.5, [4] estima las medidas de asociacién con este modelo. Su
enfoque consiste en reemplazar los funcionales por sus contrapartes estimadas determinadas a
partir de la funcién suavizada bivariada en la versiéon poblacional de la medida de asociacién.
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2.7. Modelo de tiempo de falla acelerado

El modelo de tiempo de falla acelerado es usado para modelar las distribuciones marginales
de una cépula de supervivencia, ya sea la Normal, la de Clayton o la de Plackett, a través del
paquete de R smoothSurv, en la parte de la simulacion, se supone que las distribuciones
marginales de la cépula Normal siguen un modelo de falla acelerado, por lo que es necesario
mostrar algunos aspectos tedricos de este modelo.

Siguiendo la notacién en [3] el modelo de tiempo de falla acelerado (AFT) estd dado por:
log(T) = X' B + e, (2-28)

con T el tiempo de supervivencia, X un vector de covariables, 3 el vector de parametros de
regresion y € una variable aleatoria del error. Sean hg y Sy la funcién de riesgo y supervivencia
base, respectivamente, de la variable aleatoria Ty = exp(e). Para un sujeto con vector de
covariables X, se asume que la funcién de riesgo y supervivencia son:

h(t[X) = holexp(—X'B)t] exp(~X'B), (2-29)
y
S(t1X) = Solexp(~X'B)t]. (2-30)
Por tanto,
T = exp(X'B)Ty, (2-31)

es decir, el efecto de una covariable implica una aceleracion o desaceleracion en comparacion
con el tiempo de evento base.

En [3] enfatizan que en la practica se utiliza con frecuencia una forma totalmente paramétrica
del modelo AFT, es decir, se supone que el término de error € tiene una densidad especifica
g(€). Los supuestos més comunes para g(¢) son la densidad Normal, la densidad logistica y la
densidad de Gumbel (valor extremo). Por lo tanto, el modelo AFT paramétrico asume una
forma paramétrica para los efectos de las variables explicativas y también asume una forma
paramétrica para la funcién de supervivencia subyacente. Luego, la estimacion se realiza
mediante una maximizacion estandar del log de la verosimimilitud.

Cuando solo se utiliza una covariable categorica en el modelo, la curva de Kaplan-Meier se
puede calcular para los sujetos de cada categoria por separado. Las curvas de Kaplan-Meier
se pueden superponer con las curvas de supervivencia paramétrica ajustadas para los grupos
especificos. Cuando se usan covariables continuas o muchas covariables, los sujetos podrian
dividirse en un cierto nimero de grupos (por ejemplo, 3, referidos a pacientes de riesgo bajo,
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. , ., . ’ .z
medio y alto) segin la puntuacién de riesgo X 3. La comparacién de las curvas de Kaplan-
Meier con las curvas ajustadas en cada grupo proporciona nuevamente una indicacién de
bondad de ajuste.

De las ecuaciones (2-28) y (2-31) se puede ver que el modelo AFT es de hecho un modelo de
regresion lineal estandar con un tiempo de supervivencia logaritmico transformado.



3. Extensiones del Coeficiente de
Asociacion 7 de Kendall

3.1. Estimacion del 7 de Kendall con datos con censura
multiple que surgen del ajuste de datos censurados
individualmente

El coeficiente de correlacién p de Pearson es una medida, que mide la fuerza de asociacién
lineal entre dos variables aleatorias X y Y, el cual se define como:

. Cov(zx,y)
\/Var(z)Var(y)’

Dos métodos no paramétricos, son el coeficiente de rangos de Spearman y el coeficiente de

(3-1)

concordancia 7 de Kendall.

El enfoque que se va a describir a continuacién es el de [29]. Sean (X,Y) el par de tiempos
censurados que se encuentran en el rectangulo [, uy] X |lg,uz| con 0 < [; < u; < oo, para
j =1,2. Se asume que (X, Y) son independientes de las variables de censura (Ly, Uy, Ly, Us),
pero (Lq,U;) y (Ls,Us) pueden ser dependientes.

Ademsds se supone que las variables aleatorias (X,Y") siguen una distribucién Normal biva-
riada, con vector de medias g = (uy, pty) y matriz de varianzas y covarianzas

2
»—( 9x 7Y
= 9 ,
OxXy Oy
con oxy = pPp 0x0Oy.

La estimacién de méxima verosimilitud de un vector de pardmetros 8 = (ux, piy,ox, 0y, p)
donde el log de verosimilitud esta dado por:
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l(ﬂ’X)MYao-XaO-Yap) = l(e)

donde, G;

= log|F (uh, u2z)] si X, Y estan censurados a izquierda

= log

[—

F(uy,u9;) — F(ly;, ug;)] si X estd censurado a intervalo y Y a izquierda.

log[Fy (ug;) — F'(I1;, ug;)] si X estd censurado a derecha y Y a izquierda.

ﬁ

= log

[
[
[
[
log|
[
[
[
[

!

(uh, um) F(uu, lgi)] si X estd censurado a izquierda y Y a intervalo.
(i i) — F(lig, ugs) — Fug, lo;) + F(ly;, 12;)] si X,Y estdn censurados a intervalo.

log Fy(ug;) — F(lyg, ue) — Fy (lo;) + F(ly4,12;)] si X estd censurado a derecha y Y a intervalo.

;1

log (uh) F(uu, 12i>] si X estd censurado a izquierda y Y a derecha.

log[Fx (u1;) — Fx(l1;) — F(uqi, lo;) + F (113, 12;)] si X estd censurado a intervalo y Y a derecha.
= log[l — Fx(l1;) — Fy(ly;) + F(ly;,12;)] si X, Y estdn censurados a derecha,

donde, F' es la funcién de distribucién conjunta acumulada de (X,Y), Fx es la funcién de
distribucién marginal acumulada de la variable aletoria X y Fy es la funcion de distribucién
marginal acumulada de la variable aletoria Y.

Siguiendo el enfoque en [29], maximizar esta verosimilitud con respecto a los 5 pardmetros
es dificil, por lo que se sugiere estimar los parametros px, iy, 0x, oy por separado para cada
una de las distribuciones marginales, bajo los supuestos X ~ N(ux,0%) v Y ~ N(uy,0%),
las cuales presentan censura a derecha, a izquierda y a intervalo. Cuando se tienen las
estimaciones para iy, fty, 0x, 0y con la verosimilitud en (3-2) se estima p, usando la relacién
de Greiner dada en [14] por 7 = (2/7) arcsin(p) se estima el 7 de Kendall.

3.2. Método coépula

El método de cépula consiste en seleccionar una cépula de supervivencia, ya sea la cépula
Normal, Clayton 6 Plackett, luego se ajustan las distribuciones marginales, las cuales se mo-
delan con el modelo de falla acelerado con un término de error flexible, como se describe en
la Seccién 2.7. Con las distribuciones marginales ajustadas se procede a estimar el parametro
de la cépula, el cual esta relacionado con el 7 de Kendall.

En esta parte de estimacion se describe el enfoque empleado en [5] que permite que el pardme-
tro de dependencia « de la respectiva copula dependa de las covariables. Para la copula de
Clayton y la cépula de Plackett, el parametro de dependencia 6 y 05 respectivamente se
modelan en la escala logaritmica, donde 6 es el pardmetro de la cépula Clayton y 0 es el
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pardmetro de la cépula Plackett, es decir, log(a;) = ~'x;, con v = (71,--- ,7,) un vector
p-dimensional de paramétros de la regresion desconocidos y con x; = (1, - - - ,a:p,i)/ un vec-
tor p-dimensional de covariables asociadas sobre el i-ésimo sujeto. Para la copula Normal, la
dependencia se modela con la transformacién de Fisher, es decir, 1/2log[(1+ ;) /(1 — ;)] =
~'x;. Las distribuciones marginales también pueden depender de las covariables, que pueden
ser diferentes al pardmetro de la cépula. El vector de dimensién m, z; = (21, ,zm,i)'
representa los valores de las covariables asociadas con el i-ésimo sujeto.

Usando la notacién en [5] en una muestra aleatoria de tamafio n y bajo el modelo (2-15) el
log de la verosimilitud esta dada por:

n n

lOg L(’7> Slv 82‘Y7 X7 Z) = Z l(’Y? Sla SQ‘yia Xi, i, 5) = Z li> (3_3>

i=1 i=1

donde Y, X,Z representan las matrices de los vectores yj, X; v z; respectivamente. Cada
contribucion de la verosimilitud individual puede escribirse como una suma de 9 términos
diferentes dependiendo de si la observacion tiene censura a izquierda, a intervalo o a derecha
en ambas dimensiones, es decir,

I(7, 51, /X, 8) = 61761 log Su1 (v]X)
+ 011657 log S1(v|X)
+017(1 = 65" — 68) log Si3(v]X)
+ 5?)551) log S21 (v]X)

+ 595&2) log S2 (| X) (3-4)
O O 5(2)) log Sa3(v|X)

+ (1= 01" — 688" log Sa1 (v]X)

+(1— oY — 5857 10% 532(7|X)

+ (1 =6 — 61 = 68 — 6 log Sa3(v|X),

con,
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Su(y|X) =P(Ty <4, Ty, <1y)

=1—51(11) = Sa(La) + Ca[S1(11), Sa(15)]
S12(y|X) = P(Ty < ly,ls < Ty < up)

= Sl(ll) — Sl(ul)

+ CalSi(1), Sa(u2)] = Ca[Si (1), Sa(la)]

S13(y|X) = P(Ty < 1y, Ty > us)

= Sa(uz) — CalS1(l1), Sa(uz))
521(")’|X) = P(ll < T1 < ul,TQ < lg)

522(‘7|X) = P(ll < T1 < Ul,ZQ < T2 < u2)

= Co[S1(1h), Sa(l2)] — CulS1(11), Sa(us)]

— ColS1(u1), Sa(l2)] + CulSh(ur), Sa(us)]
523(’)/|X) = P(ll <T < Ul,TQ > UQ)

= CL[S1(1h), Sa(uz)] — CulSi (1), Sa(us)]
Ss1(¥1X) = P(Ty > uy, Ty < o)

= S1(up) — éa[51(ul)7 S (us)]
552(’7‘X) = P(Tl > Uy, Iy <Ty < UQ)

= é’a[Sl(ul), SQ(ZQ)] - éa[sl<u1)’ 52<u2)}
S33(’7‘X) = P(TI > Ul,TQ > 'LI,Q)

= Cu[Si (1), Sa(uz)]

Para estimar el parametro o de la cépula y si las funciones de supervivencia S; y S5 son
conocidas, un estimador natural estd dado por el estimador de maxima verosimilitud de (3-
3). La estimacién de la méxima verosimilitud completa puede resultar en célculos bastante
largos, sin embargo, en [3] se propone un procedimiento de dos etapas basado en la pseudo
verosimilitud en forma pardmetrica, en [5] siguen este procedimiento. En el procedimiento
de dos etapas primero se estiman S7 y Sp y se imputan las estimaciones §1 y SA’Q en (3-3).
Luego, se estima - maximizando la pseudo verosimilitud I(+y, 6?1, LSA’Q), obtenida de la ecuacién
(3-4) conectando las estimaciones Sy y S,

Como en [5] se propone modelar las distribuciones marginales de supervivencia con un modelo
de tiempo de falla acelerado con un término de error flexible propuesto por [23], este enfoque
permite la incorporacion de covariables en las distribuciones marginales. Formalmente se
estiman Sy, para k = 1,2 de la siguiente expresion:

log(T}i) = ﬂ;gzz' +€pi, 1 =1,--n, (3-5)
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donde By = (B, -, Bkm)l es un vector m- dimensional de parametros de la regresion
desconocidos y €1, - , €, son variables de error aleatorias independientes e idénticamente
distribuidas con densidad g, (¢x). La densidad g, (ex) de el término de error se expresa
utilizando la mezcla Normal penalizada, es decir,

Ky
_ €k — Mk
i e) = Gt S cnsao (L oot 50
j=1
donde pig 1, , ki, € un conjunto de knots equidistantes fijos, 030 es una base fija de

desviacion estandar, n, un intercepto desconocido, (, un parametro de escala desconocido
Y )
v (.|, 0%) una densidad Normal con media u y desviacién estandar o. Finalmente sean
/ . ’
¢y = (ck1, -+ ,CkK,) los pesos de la mezcla desconocidos y ap = (ag1, - ,akK,) SUS
transformaciones obtenidas usando la siguiente ecuacion:

exp(ag ;)
S exp(ag,)

Al introducir los parametros ay, el problema se puede cambiar de un problema de méxima

crjlax) = —oo<ap;<ocoyj=1--, K. (3-7)

verosimilitud restringido a uno no restringido. Para facilitar la notacién, los autores en [5]
asumen que ay [k, ,]=o, donde [.] es una funcién de techo. Los pardmetros B y a; se estiman
con maxima verosimilitud penalizada, en donde la penalizacion se aproxima por el método
de diferencias finitas cuadradas de orden s para los parametros ay,.

Dado un parametro de suavizado A en [5], la verosimilitud penalizada esta representada de
la siguiente manera:

Ky,

A s
lP,n = ln - 5 Z (A ak,j)2 ) (3_8)

Jj=s+1

donde [,, representa la verosimilitud ordinaria de las n observaciones y A® es el operador de
diferencia de orden s. El pardmetro de suavizado éptimo se elige minimizando el criterio de
informacién de Akaike (AIC) a partir de un conjunto de diferentes valores de A.

La estimacion de la varianza para los parametros de la cépula estimados es dificil, por lo
que en [33] proponen un procedimiento a través de bootstrap. Para M fijo, se producen M
estimadores 7,,; m =1,--- , M de «. La varianza de 4 puede ser estimada por la varianza
muestral de los 7,,s. Al usar el método Delta, se obtiene la varianza para la estimacién de
otros parametros como a que es el parametro de una determinada cépula 6 para la medida
de asociacion.



4. Estudio de Simulacion

Para realizar la estimacion del 7 de Kendall con el método de ajuste individual de las mar-
ginales, se utilizé el paquete del software estadistico R censcor, el cual estda descrito en el
apéndice A.1.

En [5] se describe un método para modelar las distribuciones marginales con un modelo de
falla acelerado con término de error flexible sugerido en [23] en combinacién con el pardmetro
de una cépula, utilizando el paquete de R smoothSurv, utilizando la ecuacién (3-5). Para
los datos bivariados generados se estima el coeficiente de asociacién 7 de Kendall por medio
de la copula de supervivencia Normal. Las distribuciones marginales de la cépula Normal en
este estudio de simulacion, son modeladas con el modelo de falla acelerado, sin dependencia
de covariables en las distribuciones marginales.

Para la simulacién del método cépula se utiliza el enfoque descrito en [5] en el que imple-
mentan la funcién fit.copula que esta disponible en el paquete icensBKL del software
estadistico R.

4.1. Esquema de simulacion

En el esquema del estudio de simulacién se generaron los datos de una céopula Gumbel con la
funcion del paquete estadistico R BiCopsim de la libreria CDVine, con la finalidad de gene-
rar datos bivariados de una distribucién Weibull, se desea emplear una distribucién Weibull
porque es una de las distribuciones que mas se utiliza en confiabilidad. Teniendo en cuenta
que las marginales de una copula son distribuciones uniformes, se emplea el teorema de la
transformacién inversa para generar marginales de una distribuciéon exponencial con media
1, las cuales son un caso particular de la distribucion Weibull.

El porcentaje de censura que se utilizo en la generacion de los datos es el siguiente: para
garantizar el 30 % de censura a izquierda se trabaja con el quantil 0.3, para el 30 % de cen-
sura a derecha se toma el quantil 0.7 y el restante son censuras a intervalo. La relacion que
tiene el coeficiente de concordancia 7 de Kendall con el parametro de la cépula Gumbel es
7 =1—1/6. Se cre6 una base de datos bivariados con los tres tipos de censura en las mar-
ginales. Se uso esta base para estimar el 7 de Kendall con el método para datos suponiendo
normalidad en las marginales y ajustandolas individualmente. La misma base de datos se
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us6 para estimar el 7 de Kendall usando una cépula Normal.

Para la estimacién del 7 de Kendall con el método de ajuste individual de las marginales,
el paquete censcor proporciona rutinas para estimar el coeficiente de correlacion p de Pear-
son entre dos variables censuradas, en donde se tiene en cuenta el porcentaje de censura de
los datos simulados, las variables aleatorias X y Y se asumen que tienen una distribucién
N(ux,0%)y N(uy,o%). Una vez que se tenga la estimacién para p se emplea la relacién de
Greiner, para estimar el 7 de Kendall, de las 500 muestras se obtuvieron 500 valores del 7,
con los cuales se calcularon el MAD y ECM.

Para la estimacion a través de la copula Normal se tuvo en cuenta lo siguiente, sus distri-
buciones marginales se modelan con el modelo de falla acelerado, sin covariables, el modelo
resultante de la ecuacién (3-5) que estd dado por log(Ty;) = €, ¢ =1,--- ,n, el proceso de
simulacion en sus iteraciones muestra la bisqueda de los valores éptimos A\; y Ao de las res-
pectivas distribuciones marginales, definidos a partir de la ecuacién (3-8), que se encuentran
en la rejilla de exp(n) para n = —3,—2,—1,1,2,3 arrojando los valores AIC mas pequenos
para ambas distribuciones, el proceso provee el valor maximo de la pseudo- verosimilitud
l(~, §1, §2) que se obtuvo para la cépula Normal, a través de la funcion de R optim, con
criterios de parada por defecto, en donde se estima v maximizando la pseudo verosimilitud,
obtenida de la ecuacién (3-4) conectando las estimaciones §1 y Sy y se obtiene el pardmetro
estimado de la copula Normal que corresponde al coeficiente de correlacién de Pearson p,
para estimar el 7 de Kendall se emplea la relacién de Greiner dada por: 7 = (2/7) arcsin(p),
como se generaron 500 muestras se obtuvieron 500 valores del 7 de Kendall, con los cuales
se calcularon el MAD y ECM.

Para la generaciéon de las visitas se tiene en cuenta lo siguiente: la primera visita se genera
aleatoriamente de una distribucién uniforme entre (0,1) y para las siguientes se suma la
constante 1, representando una visita cada ano para el evento de interés, con maximo 10
visitas.

En el esquema de simulacién se tuvo en cuenta lo siguiente:

1. Se consideraron 9 escenarios de simulacién determinados por:
(a.) Tres valores del 7 de Kendall, 7 = 0.2,0.5,0.8.
(b.) Tres tamanos muestrales n = 50, 100, 200.

2. Se calcula el MAD y el error cuadratico medio para cada conjunto de datos bivariados,
teniendo en cuenta el enfoque del ajuste individual de las marginales y el de copulas.

3. Se tienen en cuenta M = 500 réplicas, para cada escenario de simulacion.
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4.2. Resultados

MAD con ajuste MAD ECM con ajuste ECM Eficiencia Relativa
n 7 de Kendall

de las marginales Copula de las marginales Cépula ggﬁ;gg

50 0.2 0.1210 0.0965 0.0201 0.0330 0.6090
0.5 0.3140 0.3196 0.1027 0.1295 0.7930

0.8 0.4350 0.2000 0.1848 0.0400 4.6200

100 0.2 0.1219 0.0771 0.0172 0.0105 1.6380
0.5 0.2857 0.2290 0.0860 0.1055 0.8151

0.8 0.4065 0.2000 0.1746 0.0400 4.365

200 0.2 0.1234 0.0518 0.0160 0.0057 2.8070
0.5 0.2947 0.2535 0.0873 0.0986 0.8853

0.8 0.3985 0.2000 0.1674 0.0400 4.185

Tabla 4-1.: Resultados del Estudio de Simulacién.

La Tabla 4-1 da los valores de la desviacién mediana absoluta (MAD), el error cuadratico
medio (ECM), para el método que usa un ajuste individual de las marginales y el método
de cépulas, para cada combinacion de parametros n y de 7, ademas da la eficiencia relativa,
donde ECM; hace referencia a la estimacién con el ajuste individual de las marginales y
ECM,; es la estimacién con la copula Normal. Para la estimacion del MAD por medio de
la copula Normal para el valor de 7 = 0.8 se tom6 el minimo valor entre el valor estimado
y 1, debido a que este método tiende a sobreestimar el pardametro, por esta razoén en los
tres tamanos muestrales con este valor de 7, el test di6 el valor de 1, en la mayoria de las
estimaciones.

De acuerdo a la eficiencia relativa, en general, cuando el tamano de muestra es pequeno
(n = 50) y hay una dependencia entre baja y media (7 = 0.2,0.5), el método de ajuste
individual de las marginales es mejor que el método de cépula Normal. Para un tamano de
muestra mas grande n = 100,200 y con una dependencia baja y alta 7 = 0.2 y 0.8 el mejor
método es el de cépula Normal. Con dependencia media 7 = 0.5 el mejor método es el de la
estimacion con el ajuste individual de las marginales.

De los resultados de la Tabla 4-1 y a partir de las gréficas que se presentan a continuacién
se puede apreciar mejor el comportamiento de los escenarios analizados:
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Figura 4-1.: Relacion entre el MAD y el tamano muestral, con el método de ajuste indi-
vidual de las marginales y el método de cépula Normal, la notacién CM_0.2
hace referencia al método con ajuste individual de las marginales con el valor
del 7 de Kendall de 0.2 y C_0.2 hace referencia al método de cépula Normal
con 7 = 0.2
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Figura 4-2.: Relacién entre el ECM y el tamano muestral, con el método con ajuste indi-
vidual de las marginales y el método de cépula Normal



28 4 FEstudio de Simulacion

En general, en las Figuras 4-1 y 4-2, se puede ver que a medida que el tamano de muestra
n aumenta las estimaciones para el MAD y el ECM disminuyen, excepto cuando 7 = 0.5.
Cuando los valores del coeficiente de concordancia 7 de Kendall disminuyen, las estimaciones
son mas precisas para el método con ajuste individual de las marginales.

0.11-
n
A oe-
< 0.09 — 50
E - 100
--- 200
0.07-
200
\~
0.05-
Marginales Normales Copula

Método

Figura 4-3.: Relacién del MAD con los dos métodos, con 7 = 0.2
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Figura 4-4.: Relaciéon del ECM con los dos métodos, con 7 = 0.2
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Figura 4-5.: Relacién del MAD con los dos métodos, con 7 = 0.5
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Figura 4-6.: Relaciéon del ECM con los dos métodos, con 7 = 0.5
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Figura 4-7.: Relacion del MAD con los dos métodos, con 7 = 0.8
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Figura 4-8.: Relacion del ECM con los dos métodos, con 7 = 0.8

Se puede apreciar en las Figuras 4-3, 4-5 y 4-7 que el MAD tiende a ser menor en el método
de cépula Normal, que en el método con ajuste individual de las marginales, para cualquier 7
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y su comportamiento en mas predecible a medida que el valor del 7 crece. E1 ECM es menor
en el método de copula Normal, que en el método con datos con ajuste individual de las
marginales, cuando hay alta dependencia (7 = 0.8), excepto cuando el tamano de muestra
es pequeno (n = 50).

Con dependencia media (7 = 0.5) el comportamiento del MAD y ECM es muy irregular.



5. Conclusiones y Trabajo Futuro

5.1. Conclusiones

El propésito de este trabajo de investigacion fue comparar dos métodos de estimacién del
coeficiente de concordancia 7 de Kendall, uno que tiene un enfoque dirigido al ajuste indi-
vidual de las marginales y otro basado en copulas, en el que se utilizé la copula Normal o
Gaussiana. Los datos simulados tienen cierto porcentaje de censura a derecha, a izquierda
y a intervalo, provenientes de una cépula Gumbel. De acuerdo a los métodos descritos en
capitulos anteriores y al proceso de simulacién se llegan a las siguientes conclusiones:

» La estimacién del 7 de Kendall por medio de la copula Normal, a través del paquete
icensBKL, es en general mejor que la estimacion del 7 de Kendall con el método con
ajuste individual de las marginales usando el paquete censcor de R, cuando hay alta
dependencia, ya que proporciona valores de MAD y ECM mas bajos. En este caso,
para estimar el 7 de Kendall con datos con censura a intervalo se recomienda usar el
método copula Normal.

= A medida que n crece se obtiene un MAD y un ECM mas bajos, lo que indica que los
estimadores son mas precisos.

= En el método con ajuste individual de las marginales, a medida que el 7 crece los valores
de MAD y ECM aumentan, lo que indica que los estimadores pierden precision, cuando
los datos son dependientes.

= Los dos métodos estudiados en este trabajo proporcionan herramientas ttiles para la
estimacién del coeficiente de concordancia 7 de Kendall, siendo el mas preciso, segin
el MAD, por sus estimaciones mas bajas el método basado en copulas. Cuando el
tamano de muestra es pequeno, para n = 50 y hay una dependencia entre baja y
media 7 = 0.2 y 0.5, el método de ajuste individual de las marginales es mejor que el
método cépula Normal. Para un tamano de muestra mas grande n = 100 y 200 y con
una dependencia baja y alta 7 = 0.2 y 0.8 el mejor método es el de copula Normal.

5.2. Trabajo futuro

Como trabajo futuro, en el método de cépulas se sugiere la dependencia de covariables en
las distribuciones marginales, con el objetivo de mejorar las estimaciones del 7 de Kendall.



A. Paquetes del Software Estadistico

A.1. censcor

Este paquete funciona ajustando una distribucién Normal multivariada a los datos, por me-
dio de la funcién stan que proporciona rutinas para realizar una estimacion de la correlacion
entre dos variables censuradas, que utiliza el algoritmo Hamiltoniano de Monte-Carlo de
No-U-Turn para dibujar desde la distribuciéon a posteriori.

El paquete toma como argumentos una férmula que describe la correlacion a estimar y un
data frame, el data frame se puede crear con la funcién generate_censored_data en la cual
se puede escoger el tamano de muestra, el valor y el coeficiente de correlaciéon con el que se
va a trabajar, ya sea el Pearson, el de Spearman o con el coeficiente de concordancia 7 de
Kendall y el porcentaje de censura con el que se desea trabajar y los indicadores de censura
de —1,0, 1 y 2 que representan la censura a izquierda, nada censura, a derecha y en intervalos
respectivamente. Al aplicar la censura al conjunto se datos, se obtienen las estimaciones de
la media, la desviacién estandar, el coeficiente de correlacién y los cuartiles, junto con una
medida aproximada del tamano efectivo de la muestra y los factores de reduccién de las
escala potencial en cadenas divididas, en donde la convergencia para esta estimacién es igual
al.

A.2. icensBKL

Para modelar el método de cépula se emplea el paquete icensBKL, el cual emplea algu-
nas funciones como fit.copula que ajusta los modelos de copula a datos con censura en
intervalos, el objetivo de la funcién es fijar una cépula de supervivencia, ya sea la cépula
de Clayton, la cépula Normal 6 la cépula de Plackett, mediante el procedimiento en dos
etapas. La funcion utiliza del paquete la funcion smoothSurv para ajustar las distribuciones
marginales, las cuales se modelan con el modelo de falla acelerada con un término de error
flexible, los argumentos tienen escala logaritmica. Los posibles valores de los vectores \; y
Ao se encuentran en la rejilla exp(n) para n = —3,—2,--+ 2,3, no se emplearon covariables
para el estudio de simulacién. La salida del cédigo muestra el valor 6ptimo entre las dos
marginales por medio del procedimiento de la pseudo- verosimilitud.
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La pseudoverosimilitud para la céopula fue maximizada utilizando la funciéon de R optim, a
través del método L-BFGS-B que es un método cuasi-Newton de memoria limitada para la
optimizacién restringida, con criterios de parada por defecto.

El parametro de la cépula también puede depender de las covariables.

La funcién toma como argumento el conjunto de datos, en el cual se interpretan las variables.
Para la cépula de Clayton y Plackett, la dependencia se modelard en la escala logaritmica.
Para la copula Normal, la dependencia serda modelada bajo la transformaciéon de Fisher.
Para las distribuciones marginales se emplea una expresion para otros modelos de regresion
que se utilizaran con la funcién smoothSurvReg para fijar las dos marginales. El argumen-
to controll y control2 determinan la configuracién de smoothSurv de las distribuciones
marginales

La opcion de icsurv, el objeto representa el estimador de maxima verosimilitud no paramétri-
co (NPMLE) de la funcién de supervivencia basado en una muestra agrupada.



B. Cdadigo en el Software Estadistico R
Para el Proceso de Simulacién

A continuacién se presenta el cddigo para la comparacion del coeficiente de concordancia
7 de Kendall por medio del método del ajuste individual de las marginales y el método de
copulas, teniendo en cuenta la combinacion de los escenarios para cada proceso de simulacién
se presenta el caso para el valor del 7 = 0.2, con un tamano de muestra n = 50, los otros
casos se hacen de forma anéloga:

Tau<-0.2

n<-50

s<-500 # numero de bases de datos

porcen<-0.7 # porcentaje de censura a derecha de 0.1
pizg<-0.3 # porcentaje de censura a izquierda

teta<-1/(1-Tau) #pardmetro de la cépula Gumbel

library(CDVine)
library(censcor)

generador <- function(n){

tl=runif(n,0,1)
tv<-matrix(0,ncol=10,nrow=n)
for(k in 1:10){

tv[,k]=t1+k

}

t0<-rep(0,n)
tvisitas<-cbind(t0,t1,tv)
return(tvisitas)

intervalos<-function(data){
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# tiempo de falla

tr<-datal1]

# tiempos de visitas reales

tobs<-data[-1]

# intervalos de censura

L<-max(ifelse(tobs<tr,tobs,min(tobs)))
R<-min(ifelse(tobs>=tr,tobs,max(tobs)))

# vector con tiempos de falla, intervalo e indicadora de censura
c(tr,L,R)

}

gendata<-function(s){

datos<-generador (n)

simdata <- BiCopSim(n,4,teta)
datos1<-log(1/(1-simdata))

print(datosl)

x<-datos1[, 1]

y<-datosl[,2]

# matriz con tiempos de falla y tiempos de visitas
tmp<-cbind(x,datos)
tmp<-as.data.frame(t(apply(tmp,1,intervalos)))
tmpl<-cbind(y,datos)

tmpl<-as.data.frame(t (apply(tmpl,1,intervalos)))

Li<-ifelse(x<quantile(x,pizq) ,NA, (ifelse(x>quantile(x,porcen) ,quantile(x,porcen),
tmp[,2])))
L1[L1==0]<-NA

Ri<-ifelse(x<quantile(x,pizq),quantile(x,pizq), (ifelse(x>quantile(x,porcen),NA,
tmp[,3])))

L2<-ifelse(y<quantile(y,pizq),NA, (ifelse(y>quantile(y,porcen) ,quantile(y,porcen),
tmp1[,21)))

L2[L2==0]<-NA

R2<-ifelse(y<quantile(y, pizq),quantile(y, pizq), (ifelse(y>quantile(y,porcen),NA,
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tmp1[,3]1)))
xinf<-
ifelse(x<quantile(x, pizq),quantile(x,pizq),

(ifelse(x>quantile(x,porcen), quantile(x,porcen),tmp[,2])))

xsup<-ifelse(x<quantile(x,pizq) ,quantile(x,pizq),
(ifelse(x>quantile(x,porcen), quantile(x,porcen),tmp[,3])))

cenl<-ifelse(x<quantile(x, pizq),0, (ifelse(x>quantile(x,porcen),1,2)))
yinf<-
ifelse(y<quantile(y, pizq), quantile(y, pizq),

(ifelse(y>quantile(y,porcen), quantile(y,porcen),tmpl[,2])))

ysup<-ifelse(y<quantile(y,pizq) ,quantile(y, pizq),
(ifelse(y>quantile(y,porcen), quantile(y,porcen),tmpl[,3])))

cen2<-ifelse(y<quantile(y, pizq),0, (ifelse(y>quantile(y,porcen),1,2)))
tmp2<-as.data.frame(cbind(x,L1,R1,y,L2,R2,x,xinf ,xsup,cenl,y,yinf,ysup,cen2))
names (tmp2)<_c(llxll s I|L1|| R ||R1|| s llyH 5 ||L2|l s I|R2|| R IIXH s leinfll R "XSU.p” S

"cenl" s llyll s nyinf n s uysupu s ||Cen2u)

return (tmp2)

}

HH#H SRR Modelo AFT ###############HHHHHHAH

library("icensBKL")

#fit normal copula
HHH R R R

#HHEHAEEAEEH CODIGO PARA LA ESTIMACION POR MEDIO DE COPULAS #####

require (smoothSurv)
require (BB)

fit.mycopula <- function(data, copula = "normal", init.param = NULL, cov = 71,
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marginall = formula(data), logscalel

~1, lambdal = exp(3:(-3)),

~1, lambda2 = exp(3:(-3)),

bootstrap = FALSE, nboot = 1000, controll = smoothSurvReg.control(info = FALSE),
control2 = smoothSurvReg.control(info = FALSE), seed = 12345)

{

marginal2 = formula(data), logscale2

allowed.distributions = c("normal", "clayton", "plackett", "mycopula")

if (is.na(pmatch(copula, allowed.distributions))) {

stop("Wrong copula used. Only ’normal’, ’clayton’ or ’plackett’ are allowed.")
} else {

dist = match.arg(copula, allowed.distributions)

}

Terms <- if(missing(data)) terms(cov) else terms(cov, data = data)

m <- match.call(expand.dots = FALSE)

m.keep <- m

temp <- c("", "formula", "data", "subset", "na.action")

m <- m[match(temp, names(m), nomatch = 0)]

m[[1]] <- as.name("model.frame")

m$formula <- Terms

m <- eval(m, parent.frame())

X <- model.matrix(Terms, m)

n <- nrow(X)

nvar <- ncol(X)

if (nvar <= 0) stop("Invalid design matrix. ")

fun.cop <- switch(dist, normal = normal.copula, clayton = clayton.copula,

plackett = plackett.copula)

fitl <- try(smoothSurvReg(marginall, logscale = logscalel,

lambda = lambdal, data = data, control = controll), TRUE)

fit2 <- try(smoothSurvReg(marginal2, logscale = logscale2,

lambda = lambda2, data = data, control = control2), TRUE)

if (inherits(fitl, "try-error")) fitl <- list(fail = 99)

if (inherits(fit2, "try-error")) fit2 <- list(fail = 99)

if (fit1$fail < 99 && fit2$fail < 99){

if(is.null(init.param)) {tau <- cor.test(rowMeans(cbind(fit1$y[fiti1$y[, 3] ==
& fit2$y[, 3] == 3, 1], fiti$y[fiti$y[, 3] == 3 & fit2$y[, 3] == 3, 2]),
na.rm = TRUE), rowMeans(cbind(fit2$y[fit1$y[,3] == 3 & fit2$y[, 3] == 3, 1],
fit2$y [fit1$y[,3] ==

& £it2$y[, 3] == 3, 2]), na.rm = TRUE), method = "kendall")$estimate

init.param <- switch(dist, normal

clayton = -2 * tau/(tau - 1),

plackett = as.numeric(BBsolve(par

sin(pi * tau/2),

c(0.5),
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fn = function(x) -sin(pi * tau/2) + (x + 1)/(x - 1) - 2 * x * log(x)/(x - 1)"2)$par))

if (length(init.param) < nvar) {

init.param <- c(init.param, rep(0, nvar - length(init.param)))
}

} else {

if (nvar != length(init.param)) stop("Wrong number of initial values given.")
}

N <- dim(fit1$y) [1]

Sx <- survfitS.smoothSurvReg(fitl, fiti1$x[, -1], fit1$z[,-1])
Sy <- survfitS.smoothSurvReg(fit2, fit2$x[, -1], fit2$z[,-1])
Sx[fit1$y[, 3] == 0, 1 <- Sx[fiti$y[, 3] == 0, c(2, 1)]
Sy[fit28y[, 3] == 0, ] <- Sy[fit2$y[, 3] == 0, c(2, 1)]

dil <- (fit1$yl[, 3] == 2) & (fit2$y[, 3] == 2)

d12 <- (fiti$yl[, 3] == 2) & (fit28$y[, 3] == 3)

d13 <- (fiti$yl[, 3] == 2) & (fit2$y[, 3] == 0)

d21 <- (fit1$y[, 3] == 3) & (fit2$y[, 3] == 2)

d22 <- (fiti$yl[, 3] == 3) (fit2¢yl[, 3] == 3)

d23 <- (fit1$yl[, 3] == 3) & (fit2$y[, 3] == 0)

d31 <- (fiti$yl[, 3] == 0) & (fit28$y[, 3] == 2)

d32 <- (fiti$yl[, 31 == 0) & (fit2$y[, 3] == 3)

d33 <- (fiti$yl[, 3] == 0) & (fit2$y[, 3] == 0)

indicator <- cbind(d11, d12, d13, 421, 422, 423, 431, 432, d33)
myloglik <- function(beta, cov, Sx, Sy, indicator) {

50 S = = = S S 5

1 <- numeric(nrow(Sx))

indsum <- apply(indicator, 2, sum)

if (indsum[1] > 0) {

tobelogged <- 1 - Sx[indicator[, 1], 1] - Syl[indicator[, 1], 1] +
fun.cop(Sx[indicator[, 1], 1], Sylindicator[, 1], 1], beta,
cov[indicator[, 1], , drop = FALSE])

tobelogged[tobelogged <= 0] <- NA

1[indicator[, 1]] <- log(tobelogged)

}

if (indsum[2] > 0) {

tobelogged <- Syl[indicator[, 2], 1] - Sy[indicator[,2], 2] +
fun.cop(Sx[indicator[, 2], 1], Sylindicator[, 2], 2], beta,
cov[indicator[, 2], , drop = FALSE]) - fun.cop(Sx[indicator[, 2], 1],
Sylindicator[, 2], 1], beta, cov[indicator[, 2], , drop = FALSE])
tobelogged[tobelogged <= 0] <- NA

1[indicator[, 2]] <- log(tobelogged)
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}

if (indsum[3] > 0) {

tobelogged <- Sylindicator[, 3], 2] - fun.cop(Sx[indicator[,3], 1],

Sy[indicator([, 3], 2], beta, cov[indicator[,3], , drop = FALSE])

tobelogged[tobelogged <= 0] <- NA

1[indicator[, 3]] <- log(tobelogged)

}

if (indsum([4] > 0) {

tobelogged <- Sx[indicator[, 4], 1] - Sx[indicator[,4], 2] +

fun.cop(Sx[indicator[, 4], 2], Sylindicator[,4], 1], beta, cov[indicator[, 4], ,

drop = FALSE]) - fun.cop(Sx[indicator[, 4], 1], Sylindicator[, 4], 1], beta,
covlindicator[, 4], , drop = FALSE])

tobelogged[tobelogged <= 0] <- NA

1[indicator[, 4]] <- log(tobelogged)

+

if (indsum[5] > 0) {

tobelogged <- fun.cop(Sx[indicator[, 5], 1], Sylindicator[, 5], 1], beta,
cov[indicator[, 5], , drop = FALSE]) - fun.cop(Sx[indicator[, 5], 1],

Sy[indicator[, 5], 2], beta, cov[indicator[, 5], , drop = FALSE]) -
fun.cop(Sx[indicator[, 5], 2], Sylindicator[, 5], 1], beta, cov[indicator[, 5], ,
drop = FALSE]) + fun.cop(Sx[indicator[, 5], 2], Sylindicator[, 5], 2], beta,
covlindicator[, 5], , drop = FALSE])

tobelogged[tobelogged <= 0] <- NA

1[indicator[, 5]] <- log(tobelogged)

}

if (indsum[6] > 0) {

tobelogged <- fun.cop(Sx[indicator[, 6], 1], Sylindicator[, 6], 2], beta,
cov[indicator[, 6], , drop = FALSE]) - fun.cop(Sx[indicator[, 6], 2],

Sy[indicator[, 6], 2], beta, cov[indicator[, 6], , drop = FALSE])

tobelogged[tobelogged <= 0] <- NA

1[indicator[, 6]] <- log(tobelogged)

}

if (indsum[7] > 0) {

1[indicator[, 7]] <- log(Sx[indicator[, 7], 2] -fun.cop(Sx[indicator([, 7], 2],

Sy[indicator[, 7], 1], beta, cov[indicator[, 7], , drop = FALSE]))

}

if (indsum([8] > 0) {
tobelogged <- fun.cop(Sx[indicator[, 8], 2], Sylindicator[, 8], 1], beta,
covlindicator[, 8], , drop = FALSE]) - fun.cop(Sx[indicator[, 8], 2],
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Sy[indicator[, 8], 2], beta, cov[indicator[, 8], , drop = FALSE])
tobelogged[tobelogged <= 0] <- NA
1[indicator[, 8]] <- log(tobelogged)
}
if (indsum[9] > 0) {
tobelogged <- fun.cop(Sx[indicator[, 9], 2], Sylindicator[, 9], 2], beta,
covlindicator[, 9], , drop = FALSE])
tobelogged[tobelogged <= 0] <- NA
1[indicator[, 9]] <- log(tobelogged)
}
return(-sum(1))
}
if (missing(cov))
X <- matrix(rep(1, N), nrow = N)
beta <- init.param
testll <- myloglik(beta, X, Sx, Sy, indicator)
max.test <- 1
while (!is.finite(testll) & max.test < 10) {
beta <- beta/2
testll <- myloglik(beta, X, Sx, Sy, indicator)
max.test <- max.test + 1
}
print (max.test)
result <- optim(beta, myloglik, method = "L-BFGS-B", lower = 0.001, upper = 20,
cov = X, Sx = Sx, Sy = Sy, indicator = indicator, control = list(maxit = 250,
parscale = rep(0.1, dim(X) [2]), trace = 1, REPORT = 1))
names (result$par) <- paste("Copula.param", 1:length(result$par), sep = "")
if (result$convergence == 0) {
firstoutres <- unlist(c(fitl$regres[1], fitl$spline[3], fitl$degree.smooth[2],
fit2%regres[1], fit2$spline[3], fit2$degree.smooth[2], result$par))
} else firstoutres <- 0
} else firstoutres <- 0
chosenLambdal <- unlist(fitil$degree.smooth[2])
chosenlLambda2 <- unlist(fit2$degree.smooth[2])
if (bootstrap == TRUE & length(firstoutres) > 0) {
M <- nboot
varres <- matrix(numeric(M * length(firstoutres)), M)
for (i in 1:M) {
set.seed(seed + i)
newdata <- datal[sample(N, replace = TRUE), ]
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cat(c("Boostrap sample ", i, "\n"))

fitl <- try(smoothSurvReg(marginall, logscale = logscalel,
lambda = exp(chosenLambdal), data = newdata,

control = controll), TRUE)

fit2 <- try(smoothSurvReg(marginal2, logscale = logscale2,

lambda = exp(chosenLambda2), data = newdata,
control = control2), TRUE)

if (inherits(fitl, "try-error")) fitl <- list(fail
if (inherits(fit2, "try-error")) fit2 <- list(fail
if(fit1$fail < 99 && fit2$fail < 99) {

N <- dim(fit1$y) [1]

Sx <- survfitS.smoothSurvReg(fitl, fiti1$x[, -1],
fit1$z[, -11)

Sy <- survfitS.smoothSurvReg(fit2, fit2%x[, -1],
fit2$z[, -11)

Sx[fit1$y[, 3] == 0, 1 <- Sx[fit1$y[, 3] == 0, c(2, 1)]
Sy[fit2$y[, 3] == 0, ] <= Sy[fit2$y[, 3] == 0, c(2, 1)]

dil <- (fit1$yl[, 3] == 2) & (fit2$y[, 3] == 2)

d12 <- (fit1$yl[, 3] == 2) & (fit2$y[, 3] == 3)

d13 <- (fiti$yl[, 3] == 2) & (fit28$y[, 3] == 0)

d21 <- (fiti$y[, 3] == 3) & (fit2$y[, 3] == 2)

d22 <- (fiti1$yl[, 3] == 3) (fit2¢y[, 3] == 3)

d23 <- (fit1$yl[, 3] == 3) & (fit2$y[, 3] == 0)

d31 <- (fiti$yl[, 3] == 0) & (fit2$y[, 3] == 2)

d32 <- (fiti$yl[, 3] == 0) & (fit28$y[, 3] == 3)

d33 <- (fit1$yl[, 3] == 0) & (fit2%y[, 3] == 0)

indicator <- cbind(di1, di12, di13, d21, d22, 423, 431, 432, d33)
if (missing(cov)) X <- matrix(rep(1l, N), nrow = N)

99)
99)
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beta <- init.param

testll <- myloglik(beta, X, Sx, Sy, indicator)

max.test <- 1

while (!'is.finite(testll) & max.test < 10) {

beta <- beta/2

testll <- myloglik(beta, X, Sx, Sy, indicator)

max.test <- max.test + 1

}

print (max.test)

result <- optim(beta, myloglik, method = "L-BFGS-B", lower
cov = X, Sx = 8x, Sy = Sy, indicator = indicator, control
list(maxit = 250, parscale = rep(0.1, dim(X) [2]), trace = 1, REPORT = 1000))

0.001, upper = 20,
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if (result$convergence == 0) {

outres <- unlist(c(fitl$regres[1], fitl$spline[3], fitl$degree.smooth[2],
fit2%regres[1], fit2$spline[3], fit2$degree.smooth[2], result$par))

} else outres <- 0

} else outres <- 0

varres[i, ] <- outres

}

varcop <- var(varres[apply(varres, 1, sum) != 0, (ncol(varres) - nvar + 1):
ncol(varres)], na.rm = TRUE)

sdcop <- sqrt(diag(varcop))

meancop <- colMeans(varres[apply(varres, 1, sum) != 0, 1) [(ncol(varres) - nvar + 1):
ncol (varres)]

names (meancop) <- paste("MeanBS.Copula.param", 1:length(meancop), sep = "")

names (sdcop) <- paste("sdBS.Copula.param", 1:length(sdcop), sep = "")

BScoefficients <- as.matrix(varres[, (ncol(varres) - nvar + 1):ncol(varres)])
BScoefficients[apply(varres, 1, sum) == 0, ] <- NA

varres [apply(varres, 1, sum) == 0, ] <- NA

results <- unlist(c(firstoutres, meancop, sdcop))

results <- list(fit = results, variance = varcop, BScoefficients = BScoefficients,
BSresults = varres)

} else results <- firstoutres

return(results)

b

datos<-lapply(l:s,gendata)

f2<-function(i)
{y<-datos[[i]]
w<-y[,1:6]
return(w)

}
datos2<-lapply(1l:s,£f2)

f3<-function(i)
{y<-datos[[i]]
w<-y[,7:14]
return(w)

}
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datos3<-lapply(1:s,£f3)

f<—function(i)
{w<-datos3[[i]]

a<-censcor(xinf | cens(cenl, xsup) ~ yinf | cens(cen2, ysup), w)

b<-as.data.frame(a)
m<-mean (b$rho)

tau<-2/pi*asin(m)

return(tau)

fcopnor<-function(i)
{w<-datos2[[i]]

m.normal<- fit.mycopula(w,
copula="normal",init.param=NULL,cov="1,
marginall=Surv(L1,R1,type=’interval2’) "1,
logscalel="1,lambdal=exp(3:(-3)),
marginal2=Surv(L2,R2,type=’interval2’) "1,
logscale2="1,lambda2=exp(3:(-3)),
bootstrap=FALSE, nboot=200)

rho<-as.numeric(m.normal[91])
rhol<-min(rho,1)
return(rhol)

tau<-2/pi*asin(rhol)

return(tau)
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Taucens<-sapply(l:s,f)
write(Taucens,"D:/Taucens_50_0.2.txt",append=T,ncol=1)
rhocopnor<-sapply(1l:s,fcopnor)

Taucopnor<-2/pi*asin(rhocopnor)

write(Taucopnor,"D:/Taucopnor_50_0.2.txt",append=T,ncol=1)

El siguiente cédigo fue utilizado para crear las graficas del estudio de simulacién:

y<-matrix(scan("D:/resultadoscompletostesis2.txt") ,ncol=5,byrow=T)
y<-as.data.frame(y)

names (y)<-c("n","tau","MAD","ECM", "Metodo")

y$Metodo<-as.character (y$Metodo)

y$tau<-as.character (y$tau)

library(tidyverse)

y %>%
filter (Metodo==1) %>%

ggplot (mapping = aes(x = n, y = MAD, group = tau)) +
geom_line(mapping = aes(linetype = tau))

vy %>%h

filter (Metodo==1) ¥>%

ggplot (mapping = aes(x = n, y = ECM, group = tau)) +

geom_line(mapping = aes(linetype = tau))

vy %>%h
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filter (Metodo==2) %>’
ggplot (mapping = aes(x = n, y = MAD, group = tau)) +

geom_line(mapping = aes(linetype = tau))

y 5>%
filter (Metodo==2) %>%

ggplot (mapping = aes(x = n, y = ECM, group = tau)) +

geom_line(mapping = aes(linetype = tau))

y$n<-as.character(y$n)

vy 5>%
filter (tau==0.2) %>%

ggplot (mapping = aes(x = Metodo, y = ECM, group = n)) +
geom_line(mapping = aes(linetype =n))

vy 5>%

filter(tau==0.2) %>%

ggplot (mapping = aes(x = Metodo, y = MAD, group = n)) +
geom_line(mapping = aes(linetype =n))

y 5>%

filter(tau==0.5) %>

ggplot (mapping = aes(x = Metodo, y = ECM, group = n)) +
geom_line(mapping = aes(linetype =n))

y 5>%

filter(tau==0.5) %>%

ggplot (mapping = aes(x = Metodo, y = MAD, group = n)) +

geom_line(mapping = aes(linetype =n))

y %>%
filter(tau==0.8) %>%



47

ggplot (mapping = aes(x = Metodo, y = ECM, group = n)) +
geom_line(mapping = aes(linetype =n))

vy %>%h

filter(tau==0.8) %>%

ggplot (mapping = aes(x = Metodo, y = MAD, group = n)) +

geom_line(mapping = aes(linetype =n))
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