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Resumen

El método de los Minimos Cuadrados Ordinarios - OLS - es uno de los mas usados para
estimar la relacién entre una variable dependiente (V') e independientes (X). El modelo de
regresion estd dado por la relacion Y = X3+¢e. Sin embargo, OLS es sensible a observaciones
atipicas, las cuales podrian no ser de interés para el investigador, por lo cual es recomendable
usar métodos robustos que superen las limitaciones del método OLS. La regresion de Gini
es uno de los métodos que podria tener cierto grado de robustez segin la literatura (Olkin
y Yitzhaki, 1992) debido a la forma matematica como esta planteada.

En este trabajo se compara la regresién de Gini (usando el enfoque no parametrico de pro-
medios ponderados de pendientes, en lugar de usar el enfoque parametrico) con la regresion
OLS y otros métodos de regresién robustos, del tipo L (LAV, combinaciones lineales de
estadisticos de orden), del tipo M (M de Huber, basado en el concepto de méxima verosimi-
litud) y del tipo MM (basado en la minimizacién de un estimador M).

La comparacion de los métodos se realiza via simulacién bajo diferentes escenarios: Uno de
normalidad de los errores (con p = 0y 02 = 1) y tres escenarios de normalidad contaminada
con un dato atipico, en los cuales se aumenta progresivamente la magnitud de la observa-
cién atipica (en 4o, 80, 160). Ademds, se investiga el efecto del tamano muestral (n; = 10,
ny = 30 y ng = 100).

Como un indicador de la robustez de los métodos para estimar el coeficiente de regresion
B=(Po, P1) en presencia de datos atipicos, se usa el Error Cuadritico Medio (MSE), el
coeficiente de determinacién (R?) y el estadistico muestral y3 dado por:

(5-5) %) (B-5) ~ 3 (0-1)

Si el método es sensible a datos atipicos, entonces se espera que el estadistico muestral x3
se aleje de su valor esperado que es 2. Del mismo modo se espera que el M SE sea mayor en
los métodos més robustos y consecuentemente el R? sea menor.

Los resultados encontrados via simulacién muestran mediante el anslisis del MSE, el R?
v el x3 que la regresién de Gini tiene un mayor grado de robustez en comparacién con la
regresion OLS al estimar los coeficientes de regresién ante la presencia de datos atipicos,
pero su robustez es menor que la de los métodos de estimacion robustos LAV, M de Huber
y MM.

Palabras clave: Minimos Cuadrados Ordinarios, Regresion Gini, Modelos de Regresién

Robustos, Eficiencia, Robustez, Datos atipicos.
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Abstract

The method of Ordinary Least Squares-OLS- is one of the most used to estimate the re-
lationship between a dependent (Y) and independent (X) variable. The regression model is
given by the relationship Y = X3+ €. However, OLS is sensitive to outliers, which may not
be of interest to the researcher, so it is advisable to use robust methods that overcome the
limitations of the OLS method. Gini regression is one method that could have some degree of
robustness according to the literature (Olkin y Yitzhaki, 1992) due to the mathematical form
as it is raised. In this paper compares Gini regression (using the non-parametric approach of
weighted average of slope, instead of the parametric approach) with OLS and other robust
regression methods, the type L (LAV, linear combinations of order statistics), the type M
(M Huber, based on the concept of maximum likelihood) and the type MM (based on the
minimization of an estimator M).

The comparison of the methods is performed via simulation under different scenarios: One
of normality of errors (with g = 0, and 02 = 1) and three of contaminated normal with
an atypical data, in which the magnitude is gradually increased (40, 8¢, 160). Further, the
effect of sample size (n; = 10, ny = 30 and n3 = 100) is investigated.

As an indicator of the robustness of the methods to estimate the regression coefficient 5 = (3,
f1) in the presence of atypicals, the Mean Square Error (M SE) is used, the determination
coefficient R? and the sample statistic x3 given by:

(5-5) 5 xx) (B-5) ~ 3 (0-2)

If the method is sensitive to outliers, then it is expected that the sample statistic x3 away
from its expected value that is 2. Similarly it is expected that M SFE is greater in the most
robust methods and consequently the R? is lesser.

The results show that the Gini regression has a higher degree of robustness compared with
the OLS regression to estimate the regression coefficients in the presence of outliers, but
their robustness is less than robust estimation methods LAV, M Huber and MM.

Keywords: Ordinary Least Square, Gini Regression, Robustness Regression, efficiency,

Atypical.
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1 Introduccion

El andlisis de regresion es una técnica estadistica para investigar y modelar la relacion entre
variables. Son numerosas las aplicaciones de la regresion, y las hay en casi cualquier cam-
po, incluyendo la ingenieria, ciencias fisicas y quimicas, economia, administracién, ciencias
bioldgicas y ciencias sociales. De hecho, el andlisis de regresion es la técnica estadistica mas
usada. En casi todas las aplicaciones de regresion, la recta de regresion estimada solo es una
apréoximacion a la verdadera relacion funcional entre las variables de interés. Esas relacio-
nes funcionales se basan, con frecuencia, en una teoria fisica, quimica o de otra disciplina
cientifica o técnica; esto es, en el conocimeinto del mecanismo bésico (Montgomery, Peck y
Vining, 2002).

Considere el modelo de regresion lineal:

Y=XB+¢ (1-1)

donde Y es un vector de observaciones de n x 1, X es una matriz con las variables inde-
pendientes o regresoras del modelo de n x p, B es el vector de coeficientes de regresién de
p X 1y e es el vector de errores aleatorios de n x 1. El objetivo es estimar . El término del
error tiene vector de medias cero y matriz de varianzas y covarianzas o21, siendo I la matriz
identidad.

Ademas, se suele suponer que los errores no estan correlacionados. Esto quiere decir que el
valor de un error no depende del valor de cualquier otro error. Las variables regresoras X
estan controladas por el analista de datos, y se puede medir con error despreciable, mientras
que la variable respuesta Y es aleatoria. Con lo que hay una distribucién de probabilidades
de Y para cada valor posible de X.

Asi, la media de Y es una funcién lineal de X, aunque la varianza de Y no depende del
valor de X. Ademsds, ya que el componente aleatorio del error no estd correlacionado, las
respuestas tampoco lo estan.

A los parametros [ se les suele llamar coeficientes de regresion. Estos tienen una interpre-
tacion simple y frecuentemente ttil. La pendiente 3;, para j > 1, es el cambio de la media
de la distribucion de Y producida por un cambio unitario en X. Si el intervalo de los datos
incluye a X = 0, entonces la ordenada al origen, 3y, es la media de la distribucion de la
respuesta Y cuando X = 0. Si no incluye al cero, By no tiene interpretacién practica.
Cuando hay observaciones atipicas, los coeficientes de regresion son influenciados por éstas,
y muchas veces el investigador no estd interesado en ellas porque de antemano sabe que estos
no son propios del experimento o el estudio que conduce. Para superar estas limitaciones,



la literatura ofrece distintas formas de trabajar este tipo de situaciones (Montgomery, Peck
y Vining, 2002). En el presente trabajo se mencionaran algunas de ellas, una es realizando
pruebas de deteccién de datos atipicos (DFFITS, DFBETAS, R de Student, etc) para ex-
cluirlos del modelo de regresion, lo cual puede ser tedioso si la cantidad de valores atipicos
es relativamente grande. La otra es usar estimadores robustos cldsicos del tipo M (méxima
verosimilitud), L (estadisticos de orden), R (se basan en rango o jerarquias) y combinaciones
de ellos (MM), los cuales estan construidos de tal manera que automaticamente le dan poca
importancia a los valores atipicos mediante una funcién ponderadora. Otro método de regre-
sion que promete superar las limitaciones de sensibilidad de OLS fue desarrollado por Gini en
1912 (Montanari y Monari 2008) usando una medida de dispersién alternativa denominada
Diferencia Media de Gini (GMD), la cual en la actualidad no es muy conocida o utilizada y
por ende no estd implementada en los paquetes estadisticos como el R (R Core Team 2013).
En este trabajo se pretende investigar cuan robusto son los estimadores de los coeficientes
de regresién mediante la metodologia de Gini, la cual tiene un enfoque paramétrico y uno
no paramétrico. En este trabajo de tesis se trabaja el enfoque no paramétrico.

Para estudiar la robustez de la regresién Gini respecto a OLS se realizan simulaciones Mon-
tecarlo bajo diferentes condiciones: variando la distribucién de los errores (normalidad y
normalidad contaminada), aumentando progresivamente la magnitud del valor atipico y el
tamano muestral de las observaciones. Ademas, se investiga la robustez de los métodos clasi-
cos M de Huber (un tipo de estimador M propuesto por Huber, 1973), MM (un tipo de
estimador M propuesto por Yohai, 1984) y LAV (un tipo de estimador L conocido como
estimador de Minimo Valor Absoluto-LAV).

Este trabajo estd distribuido de la siguiente manera.

Después de esta introduccién se presenta el capitulo 2, el cual contiene una revisién de me-
todologias de regresion. Las primeras secciones del capitulo 2 son dedicadas a la Regresién
OLS, luego se presentan los métodos de estimacién robustos como MM, M de Huber y LAV.
En el capitulo 3 se presenta la regresién de Gini, la cual se divide en dos secciones: estimacién
de los coeficientes mediante promedios ponderados de pendientes (enfoque no paramétrico)
y estimacion por minimizacién (enfoque paramétrico). En el capitulo 4 se presenta la meto-
dologia de simulacién (la secuencia de pasos que se siguieron para comparar los métodos de
regresién mencionados) y los resultados obtenidos. En el capitulo 5 se presenta un ejemplo
aplicado a datos reales. En el capitulo 6 se presentan las conclusiones y recomendaciones
para futuras investigaciones. Finalmente se presenta la Bibliografia y el Anexo con el c6digo
en el software R utilizado para la simulacion Montecarlo.
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2.1. Analisis de Regresion Lineal

Cuando se quiere ajustar el modelo de regresién lineal a un conjunto de datos hay varios
métodos que se podrian usar para estimar los coeficientes de la regresién. El mas comin es
el método de Minimos Cuadrados Ordinarios (OLS). Este método, sin embargo, tiene debi-
lidades y consecuentemente algunas veces se prefiere usar métodos de regresiéon alternativos
(Birkes y Dodge, 1993). Una debilidad del método OLS es que permite que los datos atipicos
tengan mucha influencia sobre la estimacién de los coeficientes de regresiéon. Los métodos
de regresion alternativa restringen la influencia de los datos atipicos. Entre los métodos de
regresion alternativa mas comunes estédn el Minimo Valor Absoluto (LAV), la Regresién M,
Regresiéon MM y Regresion S.

OLS se desempena mejor si los errores tienen una distribucién normal, de lo contrario (si
hay presencia de datos atipicos) los estimadores de OLS son menos eficientes (en términos
de la varianza de los estimadores de los coeficientes) que los obtenidos por los métodos de
regresion robusta.

2.1.1. Regresiéon por Minimos Cuadrados Ordinarios

La regresion de Minimos Cuadrados Ordinarios -OLS- es el método més usado para estimar la
relacién entre variables dependientes (y) e independientes (). Su principal objetivo consiste
en ajustar una linea tan cercana como sea posible a los puntos, minimizando los errores (¢).
El método OLS fue descubierto independientemente por Carl Friedrich Gauss en Alemania
en el ano 1795 y por Adrien Marie Legendre en Francia en 1805. Inicialmente las aplicaciones
del método OLS fueron para datos astronémicos y geogréficos (Birkes y Dodge, 1993).
Suponga que se realiza un experimento que intenta encontrar la relacién entre dos variables,
el cual se representa en el siguiente diagrama de dispersién. Figura 2-1]
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Figura 2-1: Diagrama de dispersion

El diagrama de dispersién parece indicar que hay una relaciéon lineal entre las dos variables.

Se podria representar esa relacién lineal mediante una ecuacién de linea recta (Montgomery,
Peck y Vining, 2002)

y = bo+ fiz. (2-1)

Donde By es la ordenada al origen y ; es la pendiente. Ahora bien, los datos no caen
exactamente sobre una recta, por lo que se debe modificar la ecuacién (2-I]) para tomar en
cuenta esto. Sea la diferencia entre el valor observado y y el de la linea By + S un error ¢,
el cual es un error estadistico, esto es, una variable aleatoria que explica por qué el modelo
no ajusta exactamente los datos. Asi, un modelo mas plausible para los datos es

y=>0+bx+e (22)

La ecuacién (2-2) se llama modelo de regresion lineal, donde z es la variable explicativa y
y es la variable respuesta. Ahora, si x esta fija, la componente aleatoria ¢ determina las
propiedades de y. Suponga que el promedio de ¢ es cero, F(e) = 0, y que la varianza de ¢ es
02, es decir, Var(e) = 0. Entonces, la respuesta media en cualquier valor de x es

E(y|z) = pyl. = E(Bo + iz +¢) = Bo + Sz (2-3)
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La varianza de y para cualquier valor de x es

Var(ylz) = U;I = Var(By + fiz +¢) = o? (2-4)

Asi, el verdadero modelo de regresion ji,, = E(fy + fi1x) es una linea recta de valores
promedios, esto es, la altura de la linea de regresion en cualquier valor de  no es mas que
el valor esperado de y para esa z. Se puede interpretar la pendiente ; como el cambio
de la media de y para un cambio unitario de x. Ademsds, la variabilidad de y en algin
valor particular de x queda determinada por la varianza de ¢, o2, Esto implica que hay una
distribucion de valores de y en cada x, y que la varianza de esta distribucion es igual en cada
x. La siguiente figura ilustra esta situacion.

Valores de Y para una X dada se muestrean
de estas distribuciones N(0, 02)

Valor observado de Y

Figura 2-2: Como se generan las observaciones en la regresién lineal.

Obsérvese que se ha usado una distribucién normal para describir la variaciéon aleatoria
de €. Como y es la suma de la constante p,, = E(8y + f1x) mas €, entonces y serd una
variable aleatoria que tradicionalmente se asume normal. Cuando o2 es pequena los valores
observados en ¥ serdn cercanos a la recta, y cuando o2 es grande, se pueden desviar bastante
de la linea.

La idea basica es estimar la recta de regresion que mejor se ajuste a los datos. Para juzgar
cuan bien se ajusta la recta de regresion gy = BD + le a los datos se puede hacer en términos
del tamaifio de los residuales &; = y; — (5o + f1z) (Birkes y Dodge, 1993).
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El residual ¢; es la distancia que hay entre la recta de regresion ajustada y los datos (z;, y;).
Los supuestos estadisticos sobre el término de error ¢; son:

1. La media de ¢ es cero, es decir, E(e) = 0.
2. La varianza de € es una constante desconocida 2.
3. Son incorrelacionados, es decir, €; y €,11 son independientes.

Los residuales tienen un papel importante para investigar la adecuacion del modelo de re-
gresién ajustado, y para detectar diferencias respecto a las hipdtesis bésicas.

Se desea seleccionar 3y y 31 de tal manera que los residuales sean pequenos.

En OLS, el tamafio total de los residuales se mide por > 2. Los estimadores de 3y y (1 son
aquellos valores BO y Bl que minimizan a Y &?. Es decir, minimizar la siguiente funcién de
dispersién

n

S(Bo, B1) = D (i — Bo — Brz)? (2-5)

i=1

A continuacién se presenta la expresién matemaética de los estimadores de OLS.

By =G — b (2-6)

B = — (2-7)
i xz _ (z§1 xl)
=1 ‘ "
en donde
Y= % Yy y T= % >
i=1 i=1

son los promedios de y; y z;, respectivamente. Por consiguiente, 5y y 1 en las ecuaciones (2-0))
y (2=1) son los estimadores por minimos cuadrados de la ordenada al origen y la pendiente,
respectivamente. El modelo ajustado de regresiéon lineal simple es, entonces,

N

g =Bo+ b (2-8)
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La ecuacion P=§| produce un estimador puntual, de la media de y para una determinada x.
Como el denominador de la ecuacién (2-7)) es la suma corregida de cuadrados de las z; y el
numerador es la suma corregida de los productos cruzados de x; y y;, estas ecuaciones se
pueden escribir en forma mas compacta como sigue:

e ) .

=1 =1

iym (Z%) (Z> Zy 210

Entonces, una forma cémoda de escribir la ecuacién (2-T)) es

B = (2-11)

zy
Sex
A los parametros By y (1 se les suele llamar coeficientes de regresion. Estos tienen una
interpretacion simple y frecuentemente util. La pendiente [3; es el cambio de la media de la
distribucién de y producido por un cambio unitario en x. Si el intervalo de los datos incluye
a xr = 0, entonces la ordenada al origen, (3, es la media de la distribucion de la respuesta y
cuando x = 0. Si no incluye al cero, 5y no tiene interpretacién practica.

Interpretacién alternativa de los coeficientes de regresion.

Se puede demostrar que (2=I0]) se puede reescribir como

n

Sa:y = ZyZ(xZ - j) - Z (l‘l - j)(yz - ﬂ) (2‘12)

=1

Entonces

B =2 (2-13)
; (v — 2)?

La formula para 3; puede ser reescrita como

(2-14)
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Note que <%) es la pendiente entre el punto central (z, y) y el punto de los datos (z;, ;).

Entonces la pendiente 3; de la regresion estimada es un tipo de promedio de esas pendientes.
Mas precisamente, es un promedio ponderado. Note que los ponderadores w; son no negativos
n

y su suma es igual a uno, es decir, Y w; = 1. (Un promedio ordinario es un caso especial de
i=1
un promedio ponderado en el que todos los pesos son iguales a 1/n). Cada dato se pondera

proporcionalmente al cuadrado de su distancia x desde el centro. Esto implica que los datos
méas alejados del centro de los datos tienen una mayor influencia en la estimacién de la
pendiente de la linea de regresion (Birkes y Dodge, 1993).

Algunas propiedades de los estimadores por Minimos Cuadrados Ordinarios

Los estimadores obtenidos por OLS Bo y Bl tienen algunas propiedades importantes (Mont-
gomery, Peck y Vining, 2002). Primero obsérvese que, segun las ecuaciones (2-0) y (2=7)) ,
Bo, £1 son combinaciones lineales de las observaciones ;. Por ejemplo

. S, n

b = g L= Zciyi (2-15)
=1

donde ¢; = (xéj), para?=1,2,3,....,n. Los estimadores Bo y Bl por OLS son estimadores

insesgados de los pardmetros 3, y 51 del modelo puesto que E(5y) = fo y E(f1) = Bi.

La varianza de ambos estimadores se define como sigue. Se ha supuesto que Var(y;) = o?;

€en consecuenoia,

) a o? é (x; — ) 2
Var(ﬁl) =0 (; Ci) = Z_S—C%x = S_gx (2—16)
Var(Bo) = Var(y) + 2°Var(p) = o (% + 52 ) (2-17)

Puesto que la varianza de  no es méds que Var(y) = 02?/n, y se puede demostrar que la
covarianza entre y y B, es cero. Otro resultado importante acerca de la calidad de los esti-
madores por OLS, Bo y 51, es el teorema de teorema de Gauss Markov, el cual establece
que para el modelo de regresién ([2=2)) con la hipétesis E(e) = 0y Var(e) = o2 y con errores
no correlacionados, los estimadores por OLS son insesgados y tienen varianza minima en
comparacion con todos los demas estimadores insesgados que sean combinaciones lineales de
las ;. Con frecuencia se dice que los estimadores por OLS son los estimadores lineales
insesgados 6ptimos, donde “6ptimos” implica que son de minima varianza.
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Algunas propiedades utiles del ajuste por OLS

1. La suma de los residuales en cualquier modelo de regresién que contenga una ordenada
al origen [, siempre es igual a cero, esto es,

n

o= ) = & =0 (218

=1

2. La suma de los valores observados y; es igual a la suma de los valores ajustados g;

n

> ui= Z Yi (2-19)

i=1
3. La recta de regresion de OLS siempre pasa por el centroide de los datos, que es el
punto (Z, 3).

4. La suma de los residuales, ponderados por el valor correspondiente de la variable ex-
plicativa, siempre es igual a cero:

D migi =0 (2-20)
1=1

5. La suma de los residuales, ponderados por el valor ajustado correspondiente, siempre
es igual a cero:

=1

Estimacién de ¢

Ademss de estimar los pardmetros 3y y S1, se requiere un estimador de o2 para probar la
hipétesis y formar estimadores de intervalo pertinentes del modelo de regresion. En el caso
ideal este estimador no deberia depender de la adecuacién del modelo ajustado.

La suma de cuadrados de residuales tiene n — 2 grados de libertad, porque dos grados de
libertad se asocian con los estimados Bo y Bl que se usan para obtener ;. Por lo que un
estimador insesgado para o2 se define como sigue:

~92 SSRes
g =

= M SRes 2-22
n—2 R ( )
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La cantidad M Sges se llama cuadrado medio residual. La raiz cuadrada de 62 se llama, a
veces, el error estandar de la regresion y tiene las mismas unidades que la variable respuesta
Y.

Ya que 62 depende de la suma de cuadrados de los residuales, cualquier violacién de la
hipotesis sobre el error del modelo, o cualquier especificacién equivocada de la forma del
modelo pueden danar gravemente la utilidad de 62 como estimador de 0. Como o2 se calcula
con los residuales del modelo de regresién, se dice que es un estimador de o2 dependiente
del modelo.

Coeficiente de Determinacion

Sea

n

SShes =Y el = (i — ;) (2-23)
=1

i=1

y

n

S5 = ny —ny = Z (yi — 5:)° (2-24)
=1

=1

luego

_ SSk _ | SShe
T SSr SSy

R2

(2-25)

R? es llamado coeficiente de determinaciéon. Como SS7 es una medida de la variabilidad de y
sin considerar el efecto de la variable explicativa x y SSges es una medida de la variabilidad
de y que queda después de haber tenido en consideracién a z, R? es nombrado, con frecuencia,
la proporcion de la variabilidad explicada por la variable explicativa z. Ya que 0 < SSRes <
SSr, entonces 0 < R? < 1. Los valores de R? cercanos a 1 implican que la mayor parte de
la variabilidad de y es explicada por el modelo de regresion.

E(RQ) o Blsmx

__ (2-26)
ﬁlSzx + 02

2.1.2. Estimacion por Maxima Verosimilitud

El método de OLS se puede aplicar para estimar los parametros en un modelo de regresion
lineal, independientemente de la forma de la distribucion de los errores €. Con el método
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OLS se obtienen los mejores estimadores lineales insesgados de 3y y 1. Otros procedimientos
estadisticos, como prueba de hipdtesis y construccion de intervalos de confianza, suponen
que los errores se distribuyen normalmente. Si se conoce la forma de la distribucion de
los errores, un método alternativo para estimar parametros es el método de maxima
verosimilitud o méxima posibilidad. Se tienen los datos (y;, x;), i = 1,2,...,n. Si se
supone que los errores en el modelo de regresién lineal son NI1D(0,0?), las observaciones
y; en esa muestra son variables aleatorias normal e independiente distribuidas (NID) con
promedio By + B1x; y varianza o?. La funcién de verosimilitud o de posibilidad se determina
con la distribucién conjunta de las observaciones. Si se considera esta distribucion conjunta
con las observaciones dadas y los pardmetros 3y, 81 y 0% son constantes desconocidas, se tiene
la funcion de verosimilitud. Para el modelo de regresiéon lineal simple con errores normales,
la funcién de verosimilitud es

n

L(yi, i, Bo, B1,0) =[] (2mo?) 2 exp [~ 52 (Y — Bo — B17:)?]

= (270%™ exp [—%(yi — Po — 615152‘)2~]

Los estimadores de méxima verosimilitud son los valores de los parametros, por ejemplo

(2-27)

~
—_

Bo, B1, 2, que maximizan a L o lo que es lo mismo, a In L. Asi,

In L(y;, z;, Bo, B1,0) = — (g) In2m — (g) Ino®_ (Ti?) Z (yi — Bo — Bra;)? (2-28)

=1

A continuacién se presenta la expresion matemaética de los estimadores de maxima verosi-
militud.

Bo=17— Pz (2-29)

pr=— (2-30)
> (2 — )
=1
'” (yi — ﬁo - 513?@')2

52 — =1 (2-31)

n

Obsérvese que los estimadores de maxima verosimilitud de la ordenada al origen y la pen-
diente, By, 1, son idénticos a los obtenidos con el método OLS. También, 62 es un estimador
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sesgado de o2. El estimador sesgado se relaciona con el estimador insesgado 62 mediante
7% = ((n—1)/n)o2. El sesgo es pequeno cuando n es moderadamente grande, por lo general
se usa el estimador insesgado 2.

Casi siempre, los estimadores de méxima verosimilitud tienen mejores propiedades estadisti-
cas que los estimadores por OLS (Montgomery, Peck y Vining, 2002). Los de maxima ve-
rosimilitud son insesgados (incluyendo a 62, que es asintéticamente insesgado o insesgado
cuando n se hace grande) y tienen varianza minima comparados con todos los demaés estima-
dores insesgados. También son estimadores consistentes (consistencia es una propiedad de
una muestra grande que indica que los estimadores difieren del valor verdadero del parame-
tro una cantidad muy pequena), cuando n se hace grande. También, estan basados en un
conjunto de estadisticos suficientes muestral (esto implica que contienen toda la informacién
de la muestra original, de tamano n). Por otro lado, la estimacién por méxima verosimi-
litud requiere hipotesis estadisticas més estrictas que las de los estimadores de minimos
cuadrados. Los estimadores de OLS requieren s6lo hipdtesis de segundo momento (que son
hipdtesis sobre el valor esperado, las varianzas y las covarianzas entre los errores aleatorios).
Los estimadores de méaxima verosimilitud requieren una hipétesis de distribucion total, en
este caso, son errores aleatorios que siguen una distribucién normal con los mismos segundos
momentos con los que se requirieron en las estimaciones por OLS.

2.1.3. Regresién Lineal Miuiltiple

Es méas cémodo manejar modelos de regresion multiple cuando se expresan en notacién ma-
tricial. Esto permite presentar en forma muy compacta al modelo, los datos y los resultados
(Staudte y Sheather, 1990).

En el caso de la regresién lineal multiple, con k variables explicativas y p = k+ 1 parametros,
los cuales se estiman asi

[y ] (1 oz .. . Ty | Mo [ Bo ]
1
Y2 1 o1 . . . Tk /31
Y = , X = ' I e=| . y B= ' (2-32)
En
L Yn | _1 Tp1 - - - Tpk | - - _Bp_
Es decir,
Y =p03X+¢ (2-33)
donde

» Y =[yi,...,yn) Es un vector de observaciones de n x 1.
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» X = [z;;] Es la matriz de las variables regresoras de p X n.

B = [Bo, -, Bp) Es el vector de p x 1 pardmetros desconocidos.

» & =[ey,...,e,) Es el vector de errores estadisticos de n x 1.
» E(g) =0y Cov(e) = I,.

La constante o2 es también un pardmetro desconocido. El método de OLS selecciona un

1/2

estimador 3 que minimiza la longitud de ||e|| = [¢]"/2. El vector de residuales definido por

e=Y - Xp (2-34)

Derivando ||¢||” e igualando a cero conduce a las ecuaciones normales

X'Xp=XY (2-35)

y el estimador de OLS es

B=(X'X)"'X"Y (2-36)

Bajo el supuesto de que E(e) = 0y Cov(e) = 0?1, se puede verificar que 3 es insesgado v
tiene matriz de covarianza proporcional a (X’X)™! (Staudte y Sheather, 1990):

~

E(B) =By Cov(B) = o?(X'X)"!

Un estimador de o2 es el error cuadratico medio

, & Y'Y -BXY

= 2
5= p - (2-37)
donde
e ~ N,(0,0%I,) (2-38)
entonces

1. B es también el estimador de Maxima verosimilitud.

2. B~ Ny(B,0%(X' X)),
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3. (n - p)82/02 ~ X%—p'

1/2

4. El error esténdar de §3; es estimado por s[(X'X)]

Intervalo de confianza para ﬁ

Bajo el supueto que € ~ N (0, 021,,), es facil construir una regién (elipsoide) de confianza
para [3:

. 1 . )
(B-8) = x'x)(8-8) ~ (2-39)
En términos de su matriz de covarianzas s*(X’X)~!, donde s* = ;/fp

~ 11 , A
(3-5) S (X) (B=8) ~ Fons (2-40)

Un intervalo de confianza simultdaneo al 100(1 — o) % para Bj esta dado por

Bi + \/V&I(Bi) pEyn_p(a), i=0,1,...,p (2-41)

donde var(f;) son los elementos de la diagonal de s2(X’X)~! correspondiente a f3; (Johnson
y Wichern, 1992).

2.1.4. Valores atipicos en Regresion

Hay varias clases de valores atipicos que se presentan en el contexto de modelos de regresion.
Una clasificacién frecuente es la siguiente (Montgomery, Peck y Vining, 2002):

1. Valor atipico de regresion: Es un punto que se desvia de la recta de regresién que
se determina con las n — 1 observaciones restantes.

2. Valor atipico residual: Es un punto que tiene un residual estandarizado o estuden-
tizado grande (mayor a 2) cuando el modelo ajustado usa las n observaciones. Nétese
que un punto puede ser atipico residual sin necesidad de ser atipico de regresion, y
viceversa.

3. Valor atipico en el espacio de las X: Es un punto alejado en el espacio de las X, que
también puede ser atipico de regresion o atipico residual. Hay técnicas de estimacion
robustas que pueden ser afectadas por estos puntos atipicos.
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4. Valor atipico en el espacio de las Y: Es un punto alejado en el espacio de las
Y, que también puede ser atipico de regresion o atipico residual. El efecto que tiene
sobre el modelo de regresion depende de su coordenada X, y de la disposicién de las
observaciones en la muestra. Cuando la coordenada X del punto estd en los valores
minimos o maximos, sin ser atipicos en el espacio de las X necesariamente, se le conoce
como atipicos influyentes.

5. Valor atipico en el espacio X y Y: Es un punto alejado en el espacio de las X y Y
al mismo tiempo, que también puede ser atipico de regresién o atipico residual, pero
que podria no tener efecto sobre el modelo de regresién. Se les conoce como atipico de
apalancamiento.

Existen varios procedimientos de deteccion de valores atipicos como los Residuales estandari-
zados, Residuales estudentizados, la Distancia de Cook, los DFFITS y los DFBETAS, que se
emplean segin la clase de valor atipico (Montgomery, Peck y Vining, 2002). A continuacién
se realiza una breve descripcién de algunas de ellas.

2.1.5. Técnicas de diagnéstico para la adecuacién de modelos de
regresion

Después de la estimacion de los parametros de un delo de regresion, es muy importante
realizar su validacion, para lo cual existe en la literatura un conjunto de pruebas que per-
miten realizar la validacion y la comprobacion de la adecuacion del modelo estimado. En
esta seccidn se presentara un resumen de algunas técnicas de utilidad para diagnosticar la
adecuacion del modelo de regresién estimado.

Analisis de residuales

El analisis de los residuales se realiza basicamente para diagnosticar posibles violaciones de
los supuestos basicos. La relacion entre la variable respuesta Y y las variables explicativas es

2 constante, no estan correlacionados,

lineal, el término del error € tiene media cero, varianza o
y tienen distribuciéon normal.

El no cumplimiento de los supuestos mencionados puede producir un modelo inestable, en
el sentido que una muestra distinta podria conducir a un modelo totalmente diferente, y
obtener conclusiones opuestas.

Los residuales de un modelo de regresion se definen como:

Siendo Y; una observacién, y Y; su valor ajustado correspondiente.
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La varianza promedio aproximada de los residuales se estima con:

Lo 26D g

n—p n—p n—p

Sin embargo, los residuales no son independientes, ya que los n residuales sélo tienen n — p

= M Spes (2-42)

grados de libertad asociados a ellos. Esta no independencia de los residuales tiene poco
efecto en su aplicacion para comprobar la adecuacion del modelo, siempre y cuando n no sea
pequena en relacién con la cantidad de pardmetros p.

Métodos para escalar residuales

A continuacién se presentaran algunos métodos frecuentes para escalar residuales. Los resi-
duales escalados son tutiles para determinar observaciones que sean atipicas o valores extre-
mos, esto es, observaciones que en algtin aspecto estén separadas del resto de los datos.

1. Residuales estandarizados:

Como se muestra en la ecuacion 2-42] la varianza aproximada de un residual puede ser
estimada con M Sg.s, el cuadrado medio de los residuales un escalamiento 1égico de los
residuales seria el de los residuales estandarizados

€i .
di=——=, 1=1,2,....n
vV M Sges
Los residuales estandarizados tienen media cero y varianza aproximadamente de uno,
en consecuencia, un residual estandarizado grande (por ejemplo d; > 3) indica que se
trata de un valor atipico potencial.

2. Residuales estudentizados:

Si se usa el M Sg.s como la varianza del -ésimo residual €; s6lo se tendra una aproxima-
cién. Se puede mejorar el escalamiento de residuales dividiendo ¢; entre la desviacién
estandar exacta del i-ésimo residual.

Las violaciones de los supuestos del modelo estan, con méas probabilidad, en los puntos
atipicos, y pueden ser dificiles de detectar por inspeccion de los residuales ordinarios ¢;
(o de los residuales estandarizados d;), porque en general, sus residuales seran menores.
Entonces, un procedimiento légico es examinar los residuales estudentizados en lugar
de ¢; o d;.

&

N \/MSRes(l - h'u)

T , 1=1,2,...,n
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donde h;; corresponde a los elementos de la diagonal de la matriz sombrero.

Cuando la forma del modelo es correcta estos residuales estudentizados tiene varianza
constante Var(r;) = 1, independiente del lugar de X;. En muchos casos, la varianza de
los residuales se estabiliza, en especial para grandes tamanos de muestra. En esos casos
podra haber poca diferencia entre los residuales estandarizados y los estudentizados.

Asi, los residuales estandarizados y los estudentizados aportan con frecuencia infor-
macién equivalente. Sin embargo, ya que cualquier punto con un residual grande y
también una h;; grande tiene una influencia potencial muy grande sobre el ajuste por
minimos cuadrados, se recomienda por lo general examinar los residuales estudentiza-
dos. En consecuencia, un residual estudentizado grande (por ejemplo r; > 2) indica
que se trata de un valor atipico.

Residuales PRESS:

Los residuales estandarizados y los estudentizados son efectivos para detectar valores
atipicos. Otro método para hacer que los residuales sean ttiles en la determinacién de
valores atipicos consiste en examinar la cantidad que se calcula partiendo de Y; — fﬁ;,
siendo Y; el valor ajustado de la i-ésima respuesta, basado en todas las observacio-
nes excepto esa i-ésima. La légica de este método es que si la i-ésima observacion
Y; realmente es atipica, el modelo de regresién basado en todas las observaciones es-
tard demasiado afectado por esta observacion. Esto puede conducir a un valor ajustado
ffi muy parecido al valor observado Y; y en consecuencia el residual ordinario €; sera pe-
queno. Por lo anterior, sera dificil detectar el valor atipico. Sin embargo, si se elimina
la i-ésima observacién, entonces Y; no puede estar influido por esa observacion, asi que
el residual que resulte probablemente indique la presencia del valor atipico.

Si se elimina la ¢-ésima observacion, se ajusta el modelo de regresion a las n — 1 obser-
vaciones restantes, y se calcula el valor predicho de Y; correspondiente a la observacion
omitida, el error de prediccion correspondiente es

e =Y, - Y

Este cédlculo del error de prediccién se repite para cada observacion ¢ = 1,2,...,n. A
esos errores de prediccion se les llama residuales PRESS

El i-ésimo residual PRESS es

&

1——hii y i:1,2,...,n

€6 =

En la ecuacion anterior el residual PRESS no es mas que el residual ponderado por
los elementos de la diagonal de la matriz sombrero h;;. Los residuales asociados con
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puntos para los que h; es grande tendran residuales PRESS grandes. Esos puntos,
en general, seran puntos de gran influencia. En general, una gran diferencia entre el
residual y el residual PRESS indica un punto donde el modelo se ajusta bien a los
datos, pero un modelo formado sin ese punto hace malas predicciones. La varianza del
1-ésimo residual PRESS es

B g . 1 21 _ 1. \] —
Varlew] = Var L — hii] 1 h, [0°(1 — hy)] = 1— hy

por lo que un residual PRESS estandarizado es

£(i) _ g/(A—hy) _ 3
Var[l — h“] \/02[1 - hn] \/02[1 - h’”]

4. R de Student:

El residual estudentizado r; que se describio arriba se considera con frecuencia como
diagndstico para valores atipicos. Se acostumbra usar M Sg., como estimado de o2 al
calcular ;. A esto se le llama escalamiento del residual, porque M Sg.s es un estimado
de 02, que se obtiene al ajustar el modelo a las n observaciones. Otro método seria
usar un estimado de o2 basado en un conjunto de datos con la i-ésima observacién
eliminada.

(n - p>MSRes - €7;/(1 - hn’)
n—p—1

Sty = (2-43)

2 en la ecuacién 2=43] se usa en lugar de M Sg., para obtener un

El estimador de o
residual estudentizado, que se suele llamar R de Student o R-Student, y se define

COo1mo:

t, = o t=1,2,...n

52— hy)

En muchos casos t; serda poco distinto del residual estudentizado r;. Sin embargo, si

la i-ésima observacion es influyente, entonces S(Zi) puede diferir bastante de M Sg.s, y
entonces el estadistico R de Student sera mas sensible a este punto.
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d.

Datos de Balanceo:

El lugar de los puntos en el espacio de X tiene importancia potencial en la determina-
cién de las propiedades del modelo de regresion. En particular, los puntos alejados o
atipicos tienen un impacto desproporcionado sobre las estimaciones de los parametros,
el error estandar, valores predichos y estadisticas de resumen del modelo. La matriz
sombrero se define como

H=XX'X)'X

La matriz sombrero desempena un papel importante en la identificacion de obser-
vaciones influyentes. H determina las varianzas y covarianzas de Y; y de e, porque
Var(Y;) = 02H y Var(e) = 0*(I — H). Los elementos h; de la matriz H pueden
ser vistos como la cantidad de datos de balanceo o palanqueo ejercido por la i-ésima

observacion Y; sobre el i-ésimo valor ajustado Y.

Con frecuencia, la atencién se dirige hacia los elementos h;; de la diagonal de la matriz
sombrero H, los cuales se pueden expresar como:

hi = XU(X'X) 71X,

Siendo X la i-ésimo fila de la matriz X. La diagonal de la matriz sombrero es una
medida estandarizada de la distancia de la i-ésima observacién al centro (o al centroi-
de) del espacio de X. Asi, los elementos grandes en la diagonal indican observaciones
que son potencialmente influyentes, por estar lejos, del resto de la muestra en el es-
pacio de X. El tamafio promedio de los elementos de la diagonal es h = 2 (porque

> hi; = rango(H) = rango(X) = p), y se supone que toda observacién para la cual la
i=1

diagonal de la matriz sombrero es més del doble del promedio 2p/n estd suficientemente
alejada del resto de los datos como para considerarse un punto de balanceo.

Notese que todos los puntos de balanceo seréan influyentes en los coeficientes de regre-
sion. Como los elementos de la diagonal de la matriz sombrero s6lo examinan el lugar
de la observacion en el espacio de X, algunos analistas prefieren examinar los residua-
les estudentizados, o los residuales R de Student junto con los h;;. Las observaciones
con elementos grandes en la diagonal y también con residuales grandes probablemente
seran influyentes.

La distancia D de Cook:

Al medir de observaciones atipicas es preferible tener en cuenta el lugar del punto en el
espacio de x y también la variable respuesta. Cook ha sugerido una forma de hacerlo,
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con una medida de la distancia, elevada al cuadrado, entre el estimado por minimos
cuadrados basado en los n puntos [, y el estimado obtenido después de eliminar el
i-ésimo punto, por ejemplo §(;). Esta medida de la distancia se puede expresar como
sigue

(B — BYX'X (B — B)

D(X'X, pMSpes) = D; = ,
( P f ) pMSRes

1=1,2,...,n

Los puntos con grandes valores de D; tienen gran influencia sobre el estimado de B por
minimos cuadrados. La magnitud de D; se suele evaluar comparandola con Fy, p ,—p. Si
D; = Fy5pn—p, entonces al eliminar el punto ¢ se moveria B(i) hacia la frontera de una
regién de confianza aproximada de 50 % para [ basdandose en el conjunto completo de
datos. Es un desplazamiento grande e indica que el estimado por minimos cuadrados
es sensible al i-ésimo punto de datos. Como Fy5,,—p = 1, se suelen considerar como
puntos influyentes todos aquellos que: D; > 1.

La estadistica D; se puede expresar como

~

r2Var(Y;) r}  hy
P V(IT<€Z‘) a P (]_ — h“) ’

Di:

Asi se ve que, ademas de la constante p, la D; es el producto del cuadrado del i-ésimo
residual estudentizado por hy; /(1 — hy;). Asi, D; estd formada por un componente que
refleja lo bien que se ajusta el modelo a la i-ésima observacién Y; y un componente
que mide lo alejado que el punto esta del resto de los datos. Cualquiera de los compo-
nentes (o ambos), pueden contribuir a un valor grande de D;. Asi, en D; se combina
la magnitud del residual para la i-ésima observacion y la ubicacion de ese punto en el
espacio de X, para evaluar su influencia.

Dado que X B(i) - X B = )A/(i) — Y, otra forma de expresar la medida de distancia de
Cook es

Yoy = Y) (Y = Y)
pMSRes

D; =

Asi, otra forma de interpretar la distancia de Cook es el cuadrado de la distancia
euclidiana (sin considerar pM Sges).

La distancia de Cook es un diagnostico de eliminacion; es decir, mide la influencia de
la ¢-ésima observacion si se eliminara de la muestra.
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7.

DFBETAS:

Los DFBETAS también son utilizados para la eliminacion de datos influyentes. Es
un estadistico que indica cudnto cambia el coeficiente de regresién 3;, en unidades de
desviacién estandar, si se omitiera la i-ésima observacion y se calculan asi:

DFBETAS,; — 21—
56y Cis

siendo Cj; el j-ésimo elemento diagonal de (X'X)™!'y Bj(i) el j-ésimo coeficiente de
regresion, calculado sin usar la i-ésima observacién. Un valor de magnitud grande
de DFBETAS,;,; indica que la observacién ¢ tiene gran influencia sobre el j-ésimo
coeficiente de regresion. Obsérvese que DFBETAS;; es una matriz de n X p que
contiene informacién similar a la de la distancia de Cook.

Otra forma de calcular los DFBETAS es

DFBETAS, , — —3? S _ M b
M T Sl ha) I R

en donde t; es el residual de R de Student. Nétese que DFBETAS;; mide tanto el
balanceo (\;;—7 es una medida del impacto de la i-ésima observacion sobre (3;) como el
77

efecto de un residual grande. El valor de corte sugerido es \/lﬁ para DFBETAS; ;; esto

es, si [DFBETAS,;| > \/lﬁ es necesario entonces examinar la i-ésima observacion.

DFFITS:

Los DFFITS son usados para investigar la influencia de la eliminacién de la i-ésima
observacion sobre el valor predicho o ajustado

Y- Yy o
DFFIT, = ————= , i=1,2,...n

2 )
VS

donde ff(i) es el valor ajustado de Y;, obtenido sin usar la i-ésima observacién. El
denominador es una estandarizacion, porque Var(ff(i)) = 0%(hy). Asi, DFFITS; es
la cantidad de desviaciones estandar que cambia el valor ajustado Y; si se elimina la
observacion .

Otra forma de calcular los DFFITSes
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o\ M2 , y
DFF[E _ ( hll ) 82 _ ( h’L’L )tz

donde t; es el residual R de Student. Asi, DEFFITS; es el valor del R de Student
hii
1=hg;

el residual R de Student tendra magnitud grande, mientras que si el dato tiene gran

1/2
multiplicado por el balanceo de la i-ésima observacion ( ) . Si el dato es atipico,
balanceo, h;; se aproximara a la unidad. En cualquiera de esos casos, DF'FITS; puede
ser grande. Sin embargo, si hy; = 0, el efecto del R de Student serd moderado. En forma
parecida, un residual R de Student cercano a cero, combinado con un punto de gran
balanceo podria producir un valor pequeno de DFFIT'S;. Asi se ve que DFFIT'S; se

puede afectar ya sea por datos de balanceo como por el error de prediccion. Se sugiere
2

Vp/n'

En este trabajo de tesis se usara las técnicas DFFITS y los residuales estudentizados para

investigar todas observaciones para la cuales |DFFIT;| >

identificar datos influyentes, y asi obtener una recta mucho mas ajustada.

2.2. Modelos de Regresion Robustos

Los métodos de regresion robustos son técnicas que en potencia se pueden usar cuando hay
valores atipicos. Los estimadores robustos permiten ponderar aquellos valores que se encuen-
tran mas alejados de los centrales en una serie de datos. Cuando las observaciones Y en el
modelo de regresion lineal Y = X 5+ ¢ estan normalmente distribuidas, el método OLS es un
buen procedimiento de estimacion de parametros, porque produce un estimador del vector
[ de pardmetros que tiene buenas propiedades estadisticas (Montgomery, Peck y Vining,
2002), sin embargo, hay muchos casos en los que hay evidencias de que la distribucién de
la variable respuesta tiene una distribucién (considerablemente) no normal y/o hay valores
atipicos que afectan al modelo de regresién. Un caso de mucho interés préactico es aquél en
el que las observaciones tienen una distribucion que tiene colas mas largas o gruesas que la
distribucion normal. Esas distribuciones tienden a generar valores atipicos, que pueden tener
una gran influencia sobre el método OLS en el sentido que tienden a “jalar” demasiado la
ecuacion de regresion en su direccion.

Una forma de manejar esta situacion es eliminar los valores atipicos, asi se obtiene una recta
que pasa muy bien por el resto de los datos, mejor desde un punto de vista estadistico, sin
embargo, lo que se esta haciendo ahora es descartar observaciones tan solo porque es agra-
dable desde el punto de vista de modelado estadistico, y por lo general esa practica no es la
ideal o la mas adecuada para solucionar el problema. A veces, los datos se pueden eliminar
(o modificar) con base en el conocimiento de la materia, pero cuando se hace eso con una
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base puramente estadistica, en general se pueden cometer errores; también se observa que
en casos mas complicados, donde intervienen muchas variables explicativas y la muestra es
mayor, puede dificultarse identificar que el modelo de regresién se ha distorsionado por las
observaciones atipicas.

Un procedimiento de regresion robusto es aquel que amortigua el efecto de las observacio-
nes que serfan muy influyentes si se usaran los minimos cuadrados, lo que indica que un
procedimiento robusto tiende a dejar grandes los residuales asociados con valores atipicos,
facilitando asf la identificacion de puntos influyentes. Ademas de la insensibilidad a los valo-
res atipicos, un procedimiento de estimacién robusta deberia producir, en esencia, los mismos
resultados obtenidos por el método OLS cuando la distribucion béasica es normal, y cuando
no hay valores atipicos.

Gracias a que los métodos de regresion robusta tienen propiedades de robustez y ofrecen
mejores soluciones a problemas de regresion con datos atipicos, estos métodos han alcanzado
gran importancia y difusién a partir del ano 1973. Autores como Seber (1977), McKean
y Hettmansperger (1978), Birkes y Dodge (1993), Huber (1973), Denby, y Larsen (1977),
Huber (1981), Hurdle (1981), Hettmansperger (1984), Lachan (1985), Hampel, Ronchetti,
Rousseeuw, y Stahel (1986), Ronald y Montgomery (1984), Staudte, y Sheather (1990),
Wilcox, (2005), Bianco, Garcia y Yohai (2005), Montanari (2008), Aelst, Willems y Zamar
(2013), han desarrollado importantes aportes a la estadistica robusta.

A continuacién se describen los procedimientos de estimacion MM, M y L (LAV), que se
emplean en este trabajo de tesis y seran comparados con el método Gini y OLS.

2.2.1. Estimadores M

El método general méas comin en la regresion robusta es el método de estimacion M pro-
puesto por Peter Huber (1973). Esta clase de estimadores pueden ser considerados como una
generalizacion de los de Méaxima Verosimilitud; de ahi la denominacién “estimadores M”,

donde M quiere decir Méaxima verosimilitud. En OLS los parametros estimados ﬁg y 51 son
seleccionados después de minimizar una suma de errores al cuadrado. En la estimacion M,
esta idea es generalizada y BO y Bl son seleccionados después de minimizar una funcion p de
residuales. La funcién p se relaciona con la funcién de maxima verosimilitud para una elec-
cién adecuada de la distribucién del error. Por ejemplo, si se usa el método OLS la funcién a
minimizar es p(e) = 362 para —oo < e < oco. El estimador M de Huber es robusto frente
a valores extremos en la direccion de y, pero no es robusto frente a valores extremos en la
direccién x. Considere el modelo de regresiéon lineal

yi =x8+ ¢ (2-44)
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para la 2-ésima observacion de n valores independientes, pero en este caso la distribucion de
los errores puede ser de colas pesada, producir valores atipicos.
Dado un estimador 8 para 3, el modelo de regresion ajustado es

5= x5 (243

y los residuales estan dados por

S=Yi-Vi=yi— %3 (2-46)

El estimador M se obtiene después de minimizar la siguiente funcién suma ponderada de
errores absolutos:

n
Z w; |yi — 23]
1=1

utilizando diferentes ponderaciones, segin la magnitud del error !

Por ejemplo:

1. Fijando todas las ponderaciones iguales a 1, esto es w; = 1, para todo ¢; en este caso
el estimador que minimiza la suma de errores absolutos; el estimador se denomina
“Desviacion Absoluta Minima”:

MAD = Z ly; — 730
i=1

2. Utilizando un esquema de ponderaciones que dependa de la magnitud del error en
términos absolutos: si éste es menor a un valor arbitrario b , se lo toma como ponde-
racion; en caso contrario, la ponderaciéon se estabiliza en b:

W — ly; — 248 si |y — Bl <b
" bxsig(yi —@iB); si |y —aiBl > b

3. Aplicando un esquema similar al anterior, pero con valores w; decrecientes hacia cero
si ly; — ;8| > b. Cuando |y; — ;3] alcance un valor arbitrario d, w; = 0. Esta opcién
implica desechar observaciones que generen errores absolutos mayores que d .

'En este sentido, los estimadores el método OLS utiliza como ponderacién la magnitud de cada error
absoluto.
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El estimador M no necesariamente es invariante de escala. Para obtener una solucién in-
variante de escala ante el error y obtener las estimaciones de 3, se resuelve la siguiente
ecuacion

Mindp(2) = M d 0 (ﬂ) (2.47)
=1 i=1

donde s es un estimador robusto de escala a menudo formado a partir de la combinacién
lineal de los residuales. La funcién p debe tener las siguientes propiedades:

1. Siempre es positiva, p(e) > 0.
2. Igual a 0 cuando su argumento es 0, p(0) = 0.
3. Simétrica, p(e) = p(—e).

4. Monotona en |g;|, p(g;) > p(ey) para |g;| > |ey|

Una eleccién muy frecuente de s es la mediana de la desviacién absoluta de los errores,
asi como se muestra en la siguiente ecuacion:

medianale; — mediana(e;)|
_ 2-48
5 0,6745 -

La constante 0,6745 hace que s sea aproximadamente un estimador insesgado de o si n es
grande y la distribucién del error es normal (Montgomery, Peck y Vining, 2002).

Para encontrar el estimador M, se debe minimizar (2=47)) y se igualan a cero las primeras
derivadas parciales de p con respecto a 5;(j = 0,1,...,k), y asi se obtiene una condicién
necesaria para encontrar el minimo. De este modo se obtiene el sistema de p = k + 1

ecuaciones

donde 1(u) = gﬁ es la funcion “ponderadora”. La funcién de pesos es definida como

w(u) = (2-50)
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haciendo w; = w (%) para i=1,...n conw; =1, si¢e; = 0. Sustituyendo esto en 2-49

se tiene

S wywis = Yagw (BE2) =0, j =1,k +1

i=1 i=1

= Y aywi (g —2B) =0, j=1,..,k+1 (2-51)
i=1

= Z ZEZ]ZEZU}ZB ES TijWY; = 0 , j = ]., ,l{? +1
i=1 =1

7

dado que s # 0. La matriz de ponderacién es definida como W = diag(w; : i = 1,...,n)

w1 0
Wa

W= . (2-52)

0 W,

asi, la forma matricial de 2=51] es

X'WXB=X'WY

= 3= X'WX)'X'WY (2-53)

Nétese que 2=53 tiene una forma muy similar a la soluciéon dada por OLS, pero con la
introducciéon de una matriz ponderadora cuyo objeto es reducir la influencia de los valores
atipicos.

Los procedimientos de regresién robustos se pueden clasificar de acuerdo con el compor-
tamiento de su funcion . Esta funcién v controla el factor de ponderacién que asigna el
método a cada residual. Por ejemplo la funcién ¢ para OLS no es acotada, por lo cual el
método de estimacion por OLS tiende a ser no robusto cuando se usan con datos procedentes
de una distribucion de colas gruesas. La funciéon ¢ de Huber tiene una funcién ¢ mondétona
y no pondera residuales con tanta intensidad como el método OLS.

En la tabla 2.1 se presentan algunas funciones de criterio robusto p(z) de uso frecuente.
El comportamiento de cada funcién p y de su derivada 1 correspondiente se ilustra en las
figuras [2-3], [2-4] respectivamente.

Como ya se ha mencionado a lo largo de este documento los métodos de regresién robustos
se pueden clasificar de acuerdo al comportamiento de su funcién v, la cual controla el factor
de ponderacién que se asigna a cada residual. A 1 se le suele llamar funciéon de influencia
en donde v es la derivada de la funcién p (v = p') (Montgomery, Peck y Vining, 2002).
Por ejemplo, la funcién ¢ para los minimos cuadrados no es acotada, por lo que los minimos
cuadrados tienden a ser no robustos cuando se usan con datos procedentes de una distribucion
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Figura 2-3: Funciones de Criterio Robusto para ponderar datos atipicos.

con colas gruesas. La funcién ¢ de Huber es monétona (conserva un orden de crecimiento y
de decrecimiento) y no pondera residuales grandes con tanta intensidad como los minimos
cuadrados. La funcién ¢ es mondétona redescendiente, dandole un peso menor a los residuales
a medida que estos se hacen mas grandes.

La tabla 2.1 muestra algunas funciones de criterio robusto, donde p es la funciéon objetivo
a minimizar (funcién de residuales), es decir que p(z) = p(e) definida por cada uno de los
métodos robustos; la funcién ¢ es la funcion de influencia y es expresada como la derivada
de la funcién p (¢ = p').



2.2 Modelos de Regresiéon Robustos

29

Minimos Cuadrados (OLS)

o
—
o -
¥ o4
>
o
— —
[ | | | | |
-10 -5 0 5 10
z
Ramsay
o
i
©
T o]
> .
N
A R
I I I I I
-10 -5 0 5 10
z
Hampel
o
—
T o |
5 o]
o
a4
b T T T T
-10 -5 0 5 10

w(z)

w(z)

-1

-2

1.0

0.0

-1.0

Huber
[ [ [ [ [
-10 -5 0 5 10
z
Andrews
| | | | |
-10 -5 0 5 10

Figura 2-4: Funciones robustas de influencia
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2.2.2. Estimador S

Los estimadores s se basan en estimaciones de escala, donde s quiere decir escala (scale).
Los estimadores s forman una clase de estimadores de regresion de alto punto de quiebre,
estos fueron desarrollados por Rousseeuw y Yohai (1984). Los estimadores s se obtienen
luego de minimizar la funcién de dispersién de residuales p(/s) tal que el factor de escala s
debe ser aquel que produzca el S que minimice el error. El método de estimaciéon por OLS
minimiza la varianza de los residuales, el método de estimacién s minimiza la dispersion
de los residuales ]\46m sle1(B),e2(f), ..., en(B)]. Rousseeuw y Leroy (1987: 135-136) definen la

funcién de dispersion, s, de los residuales ;() y se determina por la solucién de

n

> (%) —k (2-54)

=1

donde k es una constante y la funcion objetivo p satisface las siguientes condiciones:
1. La funcién objetivo p es simétrica, continua, diferenciable, y p(0) = 0.

2. Existe un ¢ > 0 tal que p es estrictamente creciente en [0, ¢] y constante en el intervalo
[, o0].

3. El punto de quiebre de los estimadores s es de 0,5, es decir, et

Rousseeuw y Yohai (1984), han sugerido la siguiente funcién p

2 (2-55)

%— %—i— 62% st |z|<c
5 si |z] > ¢
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Para z ~ N(0, 1), la funcién de densidad de probabilidad es f(z) = \/%7 exp (—%) Entonces
con ¢ = 1,547

4 6

(

22 z z 1 z
(7 ~ SasmE T 6*1,5475> Var &P <_7) dz
1,547 1’5472> N <_£> . (2-56)

I
)
—
—~
[=3]

17547 2 4 6 2 1 472 +oo 2
— 22z z _z e} 1 _z
= / ( 5 — i7s6 T 34,365) exp ( 2 > dz + =3 / T SXP ( 2 ) dz
0 1,547
1,547

2 4 2

Ii (? - m) exp (_7> dz + 0,798 = (1 — (1,547))
0

% 0,189 + 0,798 (1 — 0,939)

ERIN % m‘o

Il
=
—_
Ne)
Ne

Ahora p(1,547) = L;”Q = 0,399, y por lo tanto, omitiendo el redondeo de los errores se llega
a que

E o Ealp(z) 1
oc)  plisam) 3

Para conseguir un balance entre el punto de quiebre y la eficiencia asintotica se debe hacer

una seleccion adecuada de los valores de las constantes ¢ y k. Usualmente los valores asignados
para estas dos constantes son: ¢ = 1,547, k = 0,1995 para un punto de quiebre del 50 % y
una eficiencia asintdtica alrededor del 28 %, ver tabla 2.2.

Finalmente el estimador, s, de escala es la desviacién estandar de los residuales del ajuste
que minimiza la dispersion de los residuales.
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’ Punto de quiebre ‘ Eficiencia ‘ ¢ ‘ k ‘
50 % 28.7% | 1.547 | 0.1995
40 % 46.2% | 1.988 | 0.2634
35% 56.0% | 2.251 | 0.2957
30 % 66.1% | 2.560 | 0.3278
25% 75.9% | 2.973 | 0.3593
20 % 84.7% | 3.420 | 0.3899
15% 91.7% | 4.096 | 0.4194
10% 96.6% | 5.182 | 0.4475

Tabla 2-1: Eficiencia relativa asintética de estimadores s para diferentes puntos de quiebre.

2.2.3. Estimadores MM

El estimador MM es un tipo especial de estimador M y fue propuesto por Yohai (1987). Los
estimadores MM son considerados como una generalizacién de los estimadores M (donde M
quiere decir Maxima verosimilitud) dado que en el proceso de estimacion ellos son obtenidos
luego de aplicar consecutivamente el estimador M en las dos ultimas etapas del proceso. La
regresion MM ya ha sido trabajada por Yohai (1987), Welsh y Ronchetti (2002), Wibowo
(2009).

El método de estimacion MM es desarrollado con el objetivo de obtener simultaneamente un
estimador de punto de quiebre alto y que mantenga una alta eficiencia. El estimador MM tie-
ne simultdaneamente las siguientes propiedades: es altamente eficiente cuando la distribucion
del error es normal y su punto de quiebre es de 0,5. Los estimadores MM son desarrollados
béasicamente en tres etapas o pasos, los cuales se mencionan a continuacién:

1. En el primer paso se calcula un estimador de regresiéon con alto punto de quiebre,
denotado por § pero no necesariamente eficiente. Es decir, se calcula un estimador S.
Usando este estimado se calculan los resuduales ¢;(8) = (y; — z.5).

2. En este segundo paso se calcula un estimado M con puto de quiebre del 50 %, usando los
residuales del ajuste robusto (del paso 1) y la ecuacién 2541 Estos s(e1(8), £2(5), .., en(5))
son denotados como s,. La funcién objetivo usada en esta etapa es denotada py.

3. En este tercer paso el estimador MM es ahora definido como un estimador M de

usando una funcién redescendiente, 1 (z) = 8p61—z(z), y el estimado de escala s,, obtenido

en el paso 2. Asi que un estimador MM de 3 se define como una solucién a

Sn

n o
Sy (M) —0, j=1,. k+1. (2-57)
=1
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La funcién objetivo p; asociada con esta funcién redescendiente ¢ no tiene que ser la
misma que pg, pero si debe satisfacer: premisas

a) La funcién objetivo p es simétrica y continuamente diferenciable, y p(0) = 0.

b) Existe un valor ¢ > 0 tal que p es estrictamente creciente en el intervalo [0, ¢ y
constante en el intervalo [c, 0o].

¢) p1(z) < po(2).

Una condicion final que debe satisfacer la solucién dada por la ecuacion [2=57 es que

Zﬂl (%) < ;ﬂl (%) (2‘58>

i=1

En una evaluacion del desempeno de varios estimadores de regresion robusta, Simpson y
Montgomery (1998), encontraron que los estimadores MM tienen una alta eficiencia y traba-
jan bien en la mayor parte de los escenarios de valores atipicos. Su tinico punto débil tiene
que ver cuando hay grandes porcentajes de valores atipicos en el espacio de las X.

El algoritmo para estimadores MM esta implementada en varios paquetes estadisticos como
el R, la funcién utilizada en R para estimar las parametros por MM es rlm, y se le debe
especificar que estime por el método MM (rlm(Y ~ X method=MM) y se debe cargar la
libreria MASS.

2.2.4. Estimadores L

Los estimadores L 2 son combinaciones lineales de estadisticos de orden muestrales. Por
ejemplo, supongase que se desea estimar el parametro de localizacién de una distribucion
a partir de una muestra aleatoria x1, xo, ..., x,. Los estadisticos de orden para esta muestra
son r1 < x9 <,...,< x, 1 < z,. La mediana de la muestra seria un estimador L para el
problema de la localizacién (Dielman. T.E, 2005). Esta misma idea se extiende al problema
de regresién de Minimo Valor Absoluto, (Least Absolute Value-LAV).

Regresién cuantil

La regresion cuantil fue introducida por Koenker y Bassett en 1978. En la mayoria de los
estudios sociales se modelan momentos condicionales como en el caso de la relacion y; = 2,5+
¢;, donde la media de y se estima condicionada por las variables regresoras z. Sin embargo,
existe actualmente un interés por algunos investigadores en métodos que permitan apreciar
otros aspectos de la distribucién de y. Por lo cual la regresion por cuantiles apunta a una
descripcion mas detallada al modelizar, no solo el valor medio condicional, sino la mediana,

24Least” por sus siglas en ingles
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cuartiles, percentiles, etc; condicionados a los niveles de las variables explicativas. Hay casos
en los que es preferible para el investigador utilizar la regresion cuantil que la regresién
por OLS y una razén es que los modelos de regresiéon cuantil permiten una descripcién
mas detallada del comportamiento de la variable respuesta, se adaptan a situaciones bajo
condiciones mas generales de la distribuciéon del error, tienen propiedades de robustez y
ofrecen mejores soluciones a problemas de regresién con datos atipicos. Es importante resaltar
que aunque la regresion por OLS, ha alcanzado la mayor difusién y préactica en la Estadistica
del siglo XX, las ideas de regresion cuantil fueron anteriores a los procedimientos basados en
OLS. Asi, mientras que las primeras publicaciones de la regresion por OLS se pudieron dar
alrededor del ano 1805 por el trabajo de Legendre, a mediados del siglo XVIII Boscovich ya
habia ajustado datos sobre la elipticidad de la tierra mediante procedimientos de regresién
cuantil (Dielman. T.E, 2005). Los métodos de regresién cuantil obtuvieron un gran desarrollo
desde el surgimiento de la Estadistica Robusta, que alcanzé una gran importancia a principios
de los anos 80. Huber (1981), Hampel (1986) han realizado grandes aportes a la Teoria de
la Robustez, cuyos conceptos siguen siendo aplicados hoy en dia en diferentes areas de la
ciencia.

Si se consideran cuantiles equiespaciados, por ejemplo, cada 5% o 1% de la poblacién, es
posible modelizar cada una de las posiciones predeterminadas de la distribucién de y. Por
tanto, la regresién por cuantiles amplifica notablemente el andlisis de la distribucion de la
variable respuesta, condicionada al conjunto de variables explicativas. Un caso importante
de la regresion por cuantiles es el estimador “Desviacion Absoluta Mediada” (MAD), que
corresponde al ajuste de la mediana condicional de la variable respuesta.

Regresion LAV

Los estimadores obtenidos por el método LAV se calculan minimizando el valor absoluto de
los residuales

Mjn Yo lal= Min > i~ (2-59)

El método de regresion LAV puede ser visto como un caso especial de la Regresién Cuantil
Generalizada, en este caso la funcién a minimizar es la siguiente

Z Pa (52') (2_60)

donde

pal€i) = (2-61)

agy, s1 &; Z 0
(O( — 1)82', st g, <0
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donde « es el cuantil a ser estimado. En general, los estimadores L tienen bajo punto de
quiebre y baja eficiencia, y en algunos casos no es obvia una generalizacién clara de un
procedimiento que pase de la regresion lineal simple a la multiple (Mosteller y Tukey 1977).

La regresion LAV es también conocida por otros nombres diferentes tales como: norma de
regresion Ly, regresion de minima desviacion absoluta, y regresion de minimo error absoluto
(Dielman. T.E, 2005). La regresién LAV fue propuesta con anterioridad al método de esti-
maciéon por OLS y esta fue realizada por el matematico astréonomo y fisico Jesuita Roger
Boskovich, aproximadamente 50 anos antes de la aparicién del trabajo de Legendre sobre

OLS en 1805.

Sea el modelo y; = 23 + ¢;, donde ¢; es el error correspondiente a la observacion i, resulta
que:

1. El método OLS minimiza la funcién objetivo Y &2

2. La regresién por la mediana (estimador MAD) minimiza ) ||

3. La regresién por quintiles considera como funcién objetivo una suma que pondera
asimétricamente los errores absolutos: otorga ponderacion 7 a errores por subestima-
cién y ponderacién (1 — 7) para errores por sobreestimacion.

En un andlisis cldsico de regresion lineal, formalizado mediante el modelo y; = x5 +¢;, se in-
tenta determinar la incidencia de las variables explicativas x; sobre el valor medio condicional
de y; la incidencia resulta cuantificada al obtener las estimaciones f3.

En la regresion por cuantiles, en cambio, se analiza la incidencia de las variables explicativas
sobre cada uno de los cuantiles de la distribucién de y; se obtiene entonces un vector de
estimaciones por cada cuantil, que se simbolizara como f;.
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Br=0.95
Pr=0.s

Br=0.05

Figura 2-5: Regresion Cuantil

En el gréafico se ha representado para dos valores de z la distribucién condicionada de y
que se supone en ambos casos normal pero con distinta media p y varianza o?.

La recta central representa la recta de regresiéon de OLS, es decir, la esperanza condicional
de y dado z, que coincide en este caso con la mediana 0,50. Las lineas punteadas son las
regresiones cuantilicas @), para 7 = 0,05 y 7 = 0,95.

Q(7/xi, Br) = i3

siendo [3; el vector de coeficientes asociado al 7 cuantil.
La funcién objetivo presentada en la ecuacion 2-61] se modifica de manera que el vector
cuantilico (3, resulta de minimizar, respecto a (3., la siguiente expresién:

r%in Z Ty — z,0-] + Z (1 —7) lyi — 25|

iiinfEQﬁr ’i:yi<$;6.,—
Obsérvese que se utiliza la notacion 5. y no 8 como en el caso de OLS, para destacar que
diferentes elecciones de 7 generan distintas estimaciones de 3. Por otra parte, si 7 es 0,90, por
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ejemplo, la ponderacién asimétrica opera con mayor intensidad para observaciones y > '3
que para observaciones donde y < z/f.

La funcién objetivo no es diferenciable, por lo que se utilizan métodos de programacién lineal
para la busqueda de la solucion.

Es importante notar que este enfoque no requiere supuestos fuertes con respecto a la distri-
bucién de los errores, por lo cual es considerado como un método robusto para modelizar
relaciones entre y y x. Los autores Koenker y Bassett demuestran ademés la consisten-
cia y normalidad asintética. Es importante aclarar, que si se tiene una variable y, donde,
y ~ N(u,0?), entonces la varianza de y por OLS es ¢, mientras que por LAV es 302. Esta
aclaracién es muy importante, puesto que ha permitido obtener los resultados de la simu-
lacién consistente y coherente con los esperados en este trabajo de tesis. En este trabajo
de tesis se estimaron los coeficientes de regresién para el método LAV mediante el paquete
estadistico R usando la funcion rq, para su uso se debe cargar el paquete quantreg.

2.2.5. Propiedades de los Estimadores Robustos

Tradicionalmente las tres principales propiedades de la teoria asintética son listadas a con-
tinuacién. De una secuencia de estimadores 6 de 6 usualmente se espera que los resultados
asintoticos (cuando n tiende a infinito) podrian describir el comportamiento de 0 para un
tamano muestral particular n de interés, o quizas, para un tamano muestral moderadamente
més grande (Staudte y Sheather, 1990).

1. Consistencia. Una secuencia de estimadores 6 es consistente para un parametro 6 si
0 converge en probabilidad a 6.

2. Normalidad asintética. Se puede decir que f es asintéticamente normal con media

0 y varianza v(0) si \/n <é - 9) converge en distribucién a N(6, v(#)).

3. Eficiencia relativa. Dadas dos secuencias de estimadores, digase 0, y éQ, los cuales
son cada uno consistentes para 6 y también asintoticamente normales, la eficiencia
relativa del primero respecto al segundo estd dada por la razén v(fy)/v(6;), lo cual
afortunadamente a menudo no depende del parametro 6. Supéngase que 6, es el coefi-
ciente de regresion estimado por OLS y 0y por algiin método robusto. Nétese que entre
mas robusto sea el método, menor es la varianza de éste ante la presencia de datos

atipicos, por lo cual la eficiencia de OLS respecto al método robusto es mas pequena.

4. Punto de quiebre

El punto de quiebre con muestra finita es la minima fracciéon de datos atipicos que
puede hacer inttil al estimador. El minimo punto de quiebre posible es 1/n, lo que
equivale a que una sola observacion puede distorsionar al estimador como para hacer
que su utilidad préactica sea nula, para quien forma el modelo. El punto de quiebre del
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método OLS es 1/n. Los estimadores M se pueden alterar debido a valores atipicos
en el espacio de z, de manera idéntica que los de OLS, consecuentemente, el punto de
quiebre de los estimadores M es 1/n. Esto tiene un impacto potencialmente grave sobre
su uso practico, porque se puede dificultar la determinacion del grado de contaminacién
de la muestra por datos atipicos. La mayoria de los analistas de datos con experiencia
creen que la fraccion de los datos que contaminan una muestra estd comunmente entre
el 1y el 10%, por lo que se desea que el punto de quiebre de un estimador robusto sea
mayor al 10%. Esto ha conducido al desarrollo de estimadores robustos de punto de
quiebre alto. Los estimadores M tienen puntos de quiebre bajos (1/n), mientras que
los estimadores MM son de punto de quiebre alto.

Eficiencia en términos del MSE

Cuando las observaciones son normales y no hay valores atipicos, la mejor técnica de
estimacién de los coeficientes de regresion es el método OLS, porque produce el me-
nor Error Cuadratico Medio MSE (varianza estimada de los residuales). Cuando hay
valores atipicos el MSE es mas grande en los modelos de estimacion robustos que en
OLS, ya que por OLS la recta de regresion es jalada en su direcciéon, disminuyendo la
magnitud del residual.

La eficiencia se define como:

o MSEors
E =—""" 2-62
ficiencia N SEmpr ( )

Bajo la normalidad de las observaciones y la ausencia de valores atipicos, la eficiencia
de un buen estimador robusto deberia ser cercana al 1, indicando que produce, en
esencia, los mismos resultados que OLS. Obsérvese que a medida que el estimador es
mas robusto, el MSE es mas grande en presencia de datos atipicos y por lo tanto la
eficiencia es mas pequena. Entonces, el método més robusto sera aquel que tenga la
menor eficiencia relativa a OLS en términos del MSE.
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La regresion de Gini es considerada como un método robusto para la estimaciéon de parame-
tros en aquellos casos donde los supuestos de los errores no se cumplen (Olkin y Yitzhaki,
1992). El bloque bésico de construccion de regresién es la covarianza entre la variable de-
pendiente Y y la variable explicativa X. La regresién de Gini considera dos enfoques para
la construccién de un modelo de regresiéon y ambos pueden ser calculados con base en la
Diferencia Media de Gini (GMD).

Diferencia Media de Gini-GMD

Olkin y Yitzhaki (1992) proponen una expresién para calcular la GMD. Sean X; y X, dos
variables aleatorias idénticamente distribuidas. La GMD de X; y X, se define como

GX:E‘Xl—XQ‘

La varianza de X; y X, puede ser escrita como

1
O'2 = §E[X1 - X2]2.

La GMD se puede definir en una variedad de formas (Olkin y Yitzhaki, 1992), algunas de
las cuales son

Gx = 4Cov(X, Fx(X))

y

GX:2/FAQD—EAXWH

donde F es la funcién de distribucion acumulada.
Cuando X tiene una distribucién normal la GMD puede calcularse como

20 X
Gx =—+=.
b's Jr
Asi la GMD y la varianza son medidas de dispersion equivalentes.
Como se mencioné antes, la regresién de Gini puede ser calculada desde dos enfoques.
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1. El primer enfoque es considerado como un procedimiento semi-paramétrico, el cual
estd basado en expresar la covarianza de Gini entre la variable dependiente y la variable
explicativa en funcién de una suma de promedios de pendientes ponderadas. El enfoque
semi-paramétrico de la regresién Gini es similar en su estructura al método OLS.

2. El segundo enfoque esta basado en la minimizacién de la GMD de los residuales.

3.1. Enfoque semi-paramétrico

Sea (Y, X) variables aleatorias bivariadas que sigue una distribucién continua con el primer
y segundo momento finito (media y varianza). Nétese que en este punto no se imponen
supuestos especificos. En particular, no se asume que X es fija o que hay alguna relacién
lineal entre las dos variables Y y X.

Cuando el objetivo del investigador es construir un predictor lineal de Y basado en los datos
que contiene la variable X, el predictor lineal tedérico se denota por

Y = Bo + B1X (3-1)

donde By y (1 son constantes arbitrarias estimadas con los datos. Los residuales se definen
como

e=Y -V =Y - — X (3-2)

Note que (B-2) es una identidad y no se han impuesto supuestos sobre los residuales e.
Todas sus propiedades se derivan de las propiedades de (Y, X). Usando las propiedades de
la covarianza se obtiene

Cov(Y,X) =Cov(fo+ /1 X +¢,X) = 1Cov(X,X) + Cov(e, X). (3-3)

Ahora se adiciona un supuesto: imponer la restricciéon de ortogonalidad, Cov(e, X) = 0, lo
cual permite resolver para [:

~ Cov(Y, X)

1T Cov(X, X) o

El Bl de la ecuacion [3-4] es equivalente en su estructura al 51 obtenido para OLS con las
ecuaciones normales, una de las cuales es Cov(e,X) = 0. En OLS la restriccién de que
Cov(e, X) = 0 es derivada de la minimizacién de la varianza del término del error. A partir
de la ecuacién B-4] y remplazando cada término por el por el término equivalente del método
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de Gini, Cov(Y, F(X)) y Cov(X, F(X)) reemplaza la Cov(Y, X) y Cov(X, X) conduciendo

al parametro equivalente para la regresiéon semi-paramétrico de Gini:

. Cov(Y.F(X))

= . 3‘5
Pon Cov(X, F(X)) (3-5)
Teniendo en cuenta las propiedades de la covarianza se tiene la siguiente restriccién
COV(&TGN, F(X)) =0 (3-6)

donde g4 son lo residuales de la regresion semi-paramétrica de Gini (Yitzhaki y Schechtman,
2013). La ecuacién es equivalente a la ecuacién normal obtenida por el método OLS. Una
vez que se determina la pendiente asociada al predictor lineal de la ecuacion [B-1], se puede
utilizar una restriccién adicional para determinar (y. Si se quiere que la linea de regresion
pase a través de la media de las variables, entonces [y puede ser determinado como una

solucién de B=7]

1ty = Bo + B e (3-7)

Sin embargo, también se pueden usar otros criterios para determinar a 3y, como la minimiza-
cion de la suma de las desviaciones absolutas de los residuales de una constante, en cuyo caso
Bo causa la linea de regresion que pasa a través de la mediana o algin cuantil de la distribu-
cién residual, como en la regresién cuantil (con algunas modificaciones). El punto importante
aqui es que se puede separar entre el criterio que se usa para determinar la pendiente y el
criterio que se usa para determinar la constante, el cual es determinado como un parametro
de localizacion (Yitzhaki y Schechtman, 2013). La regresién de Gini ya ha sido trabajada y
aplicada por algunos autores como: David (1968), Meintanis, y Donatos,(1997), Mosteller y
Tukey (1983), Yitzhaki (1998), Schechtman y Yitshaki (2003); Yitzhaki (2003), Yitzhaki y
Schechtman (2004), Yitzhaki y Schechtman (2005), Borroni, Zenga (2006), Borroni, Cazzaro
(2006), Edna y Yitzhaki (2007), Edna, Yitzhaki, y, Artsev, (2008), Edna y Yitzhaki (2011),
Edna, Yitzhaki y Pudalov (2013), Yitzhaki y Schechtman (2013). A continuacién se muestra
como el coeficiente de regresion de Gini también puede ser expresado como una suma ponde-
rada de pendientes de la recta de regresién (Yitzhaki y Schechtman, 2013). En este capitulo
se presenta el enfoque semi-paramétrico de la regresion OLS, el enfoque semi-paramétrico de
la regresion Gini, el enfoque de minimizacion de la regresién Gini y finalmente se presenta
una comparacién grafica de los ponderadores de Gini y OLS.

3.2. Regresion de Minimos Cuadrados Ordinarios bajo el
enfoque semi-paramétrico

El propésito de esta seccidn es interpretar el coeficiente de regresion de OLS como un pro-
medio ponderado de pendientes de la recta de regresion. Esta interpretacion es ttil debido a
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que éste recalca el hecho de que los coeficientes de regresion de la ecuacién B-I1 no depende
de la distribucion subyacente de la variable dependiente y que el supuesto de linealidad entre
las variables del modelo de regresién no juega un rol en la obtencién del coeficiente (Yitzhaki
y Schechtman, 2013). Algunos autores que han desarrollado importantes trabajos sobre la
regresién no paramétrica son: Jureckova (1971), Jaeckel (1972), Stone (1977), Tukey (1977),
Randles, y Wolfe(1979), Boente y Fraiman (1989), Wolfe y Hollander (1999), Yitzhaki y
Schechtman (2009).

Sea (Y, X) una variable aleatoria bivariada con funcién de densidad f(y,x). Sea f,, Fy,
Uz, v 02 la densidad, la distribucién acumulada, el valor esperado y la varianza de x, res-
pectivamente. Sea g(z) = E[Y|X = z] la recta de regresién, donde su derivada, ¢'(z), es la
pendiente de la recta de regresion denotada como

ﬂ@:amﬂi_ﬂ

Sea VY = Bo + BlX el predictor lineal de Y dado X. Entonces Bl de OLS puede ser expresado
como un promedio ponderado de pendientes:

Biors = /w(:v)g'(a:)dx.

donde w(z) > 0 denota los pesos en x y [ w(z)dz = 1. Los pesos son

o3

w(z) = ol Fu(x) ~ ALCV (2)] =

T

(Hz — E[X]X < a). (3-8)
donde

ALCV (x) = /x tfx(t)dt = F,(z)E[X|X < zl.

—

Demostracion:

mmw@:/tﬁ@ﬁ:@@mng@
Para ello se tienen en cuenta la definicién de LAD(q) (Yitzhaki y Schechtman (2013)), cap
5, pag 77.

LAD(g) = / " (g 0)dF(x) = F@)El(q - X)X < q

—00
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Asi,

LAD(q fq (¢ — z)dF(z) = F(q)El(q — X)|X < q]
ﬁffm (2)da — [7 IF( )dz = F(q)E[(¢ — X)X < ]
@ffoox dm—qfq z)dr — F(q)E[(¢ — X)|X < ¢
& qF(q) — F(g[E (|X<Q) E(X|X <q)]

< qF(q) — qF(q) + F(q) E(X|X < q)

= [1 xF(x)d:c = F(q)E(X|X <q)

= [Tt —F( VE(X|X < )

= [* tfw = F(2)E(X|X < z)

ALCYV (z) es la curva de Lorenz absoluta como una funcién de x, mientras [u, F,(X)] es la
linea transformada de independencia (LOT).
En Yitzhaki (1996) demuestran que

. Y, X .
fross = oy = o8 | Wesla) = ALCG@)l @)de = [ (o) (@)
Demostracion:

Cov(Y, X)

BiorLs = Con(X, X)
donde Cou(Y, X) se puede expresar como

Cov(Y,X) = ExEy[(Y — py)(X — px)] = ExEy[(X — px)Y]
= Ex[(X — px)(Y]X = 2)]
= [ (X — ux)g(x) fx(2)dx

donde g(z) = E(Y|X = 1)
Aplicando integracién por partes, se tiene que

Vi) = [(X = px)fx(@)de,  v(x) = [T (t - px)fx(t)dt
u(z) = g(), W' (z)dr = g'(x)dx

Luego,

cotv. ) ={ [~ = worxarf st [ [ o= 0ssto o

—00 [e.9] —0o0

Dado que el segundo momento existe, el primer término {ffooo (t —px)fx (t)dt} g(x)|>*, =0

asi
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Cou(Y, X) = /_ T i F(@) — ALC(2)]g (x)de
por lo tanto
brors = o x) = 57 | I F@) = ALCV()] e = [wla)g ()i

Para mostrar que la suma de los pesos es igual a uno se aplica el mismo procedimiento para
el denominador del coeficiente de regresion de OLS con ¢'(z) = 1. Es decir,

0% = Cov(X, X) = /OO luxFx(x) — ALCV (x)]dz (3-9)

—0o0

y se obtiene que

/w(m)dw = % / ux Fx(z) — ALCV (z)]dx = 1.

El esquema de ponderacién depende de la distribucion de la variable explicativa X . Con el fin
de ilustrar el efecto que tiene el tipo de distribucion de la variable explicativa en el esquema
de ponderacion se consideran tres ejemplos especificos: cuando X se distribuye uniforme,
normal y lognormal (Yitzhaki y Schechtman, 2013).

1. X se distribuye uniforme en el intervalo [a, b].

Si X se distribuye uniforme o igualmente espaciada (f(x) = ﬁ), el esquema ponde-
rado de pendientes permanece inalterado independiente de si éste es visto como una
funcién de X o Fl, implicando que el esquema ponderado de OLS y de Gini son
idénticos, es decir, los coeficientes de regresion son los mismos independientemente de
la forma de la recta de regresién. De hecho, el ponderador dado por OLS y Gini en el
caso de una distribucién uniforme de X, en el intervalo [a, b] aplicdndolo a (B=8)), es:

w(z) = 6(b—x)(x — a).

(b—a)?
De aqui se deduce que los coeficientes de regresién estimados con Gini serfan tan sen-
sibles a datos atipicos como los estimados con OLS cuando la distribucién de X es
uniforme. Por otro lado, cuando la funcion de distribucién de X no es igualmente
espaciada el esquema de ponderacién de OLS y de Gini son diferentes (Yitzhaki y
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Schechtman, 2013). Este esquema de ponderacién, que representa un caso en el que las
observaciones de X estan igualmente espaciadas, es simétrica alrededor de la mediana,
y entre mas cerca este la observacién de la mediana, mayor es el peso que se le da a
la observacién. Una caracteristica interesante de este esquema de ponderacién es que
su forma se mantiene sin cambios, independientemente de si se ve como una funcién
de X o Fy, lo que implica que los sistemas de ponderacién de las regresiones OLS y
Gini son idénticos. Es decir, siempre que la distribuciéon de la variable explicativa es
uniforme (o equidistante), entonces las regresiones OLS y Gini dan el mismo coeficiente
de regresion, independientemente de la forma de la curva de regresion.

2. X se distribuye normal estandar

Sea X una variable que sigue una distribuciéon normal estandar. Aplicandolo a el
ponderador seria:

e 2,

I 1
w(z) = —= / te™/2dt = S

El peso en este caso es igual al valor de la densidad de la distribuciéon normal estandar
en X. Por lo tanto, cada percentil de la poblacién recibe un peso igual. Este resultado
ofrece una explicacién intuitiva para el sistema de ponderacion de OLS. Este es pre-
cisamente el caso en que la variable explicativa tiene una distribuciéon normal, lo que
explica su eficiencia en este caso.

3. X tiene una distribuciéon lognormal

Sea X una variable que tiene una distribucién lognormal con pardmetros p y o2 (es
decir, In(X) es normal con media p y 02). La media de X es puy = e**2°” y la varianza
de X es 0% = (e7 — 1)e2to”.

Es conveniente reescribir el lado derecho de la ecuacién B=8 como

Fx(ZL’)

w(x) = g—;( [Fx(z) — Fi(z)] = =3

[nx — E(X|X < )]

donde Fi(z) = (t) Jy tdFx(t) es la distribucién acumulada del primer momento de
X. La distribucion acumulada del primer momento es también lognormal, con parame-
tros p+ o2 y o2
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Por lo tanto, el peso en X es la diferencia entre dos distribuciones. Asi que el peso
para una variable X que se distribuye lognormal se puede escribir como

wiz) = 55 [cp (%) e <1n<x> S )1

donde ®() es la distribucién acumulada normal estdndar (Yitzhaki y Schechtman,
2013).

Para el caso en que X sea una variable discreta, la expresion para el coeficiente de
regresiéon de OLS se puede definir también como una suma ponderada de pendientes para
cuando las observaciones en X son ordenadas de forma adyacentes.

n—1
Biors = sz‘bm (3-1())
i=1

Ay; .
donde w; > 0, Y w; =1, b; = Aib Ax; = x;y1 — x; y las observaciones son ordenadas en

orden creciente de X. Los pesos o ponderadores son dados por

(nz::I i(n—j)Ax; + ZZ:ij(n —i)Az;)Ax;

J

w; =

P p— = (3-11)
kgl (;k k(n —j)Az; + ;j(n — k)Az;)Axy,

0
donde Y j(n —1)Az; = 0.

J=1
cuando w; se expresa en términos del ALCV el i-ésimo peso puede ser expresado como:

~9 9
Ox

w; = (3-12)

3 |

donde 7; es la media de las i-ésimas observaciones més pequenas de X, 62 es la varianza
estimada de X.

Note que %El seria el equivalente discreto de ALC'V y %i‘n seria el de LOI, por lo tanto (B-12))
seria la diferencia entre ALC'V y LOI, como en el caso continuo (Yitzhaki y Schechtman,
2013).

Los dos tipos de componentes en B-10] son la pendiente b; y el peso w;. La pendiente b; es
determinada por las observaciones Y, mientras que los pesos w; son determinados por la

distribucion de la variable explicativa X solamente, similar al caso continuo.
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Por lo tanto se puede interpretar que la diferencia entre los estimadores de OLS y Gini se
origina en el esquema de ponderacion empleado. La contribucién de cada observacion a la
estimacion del coeficiente de regresion se descompone en dos partes: el efecto del esquema de
ponderacion w; sobre la observacién y la pendiente definida por cada par de observaciones
adyacentes.

La ecuacién revela que los pesos dependen tanto del rango de la observacién (i) como
de la distancia en X entre observaciones adyacentes (AX). Similar al caso continuo, los
pesos se incrementan cuando la observacién se acerca a la mediana y cuando la distancia
entre observaciones crece. Para controlar el efecto de (AX), considere el caso donde la
observaciones son igualmente espaciadas, esto es, AX = ¢ para todo i. Entonces (B=11]) se
puede simplificar como

w; = Kz(n— Z), donde K = m

Tomando la derivada de w; e igualandola a cero para encontrar el maximo, se encuentra que
su maximo estd en i = n/2. Esto permite ver que el esquema ponderado es una pardbo-
la simétrica alrededor de la mediana, y que las observaciones més cercanas a la mediana
obtienen los mayores pesos (Yitzhaki y Schechtman, 2013).

3.3. Enfoque semi-paramétrico de la regresion Gini

El enfoque semi-paramétrico de la regresion Gini se basa en el hecho de que los coeficientes
de regresién pueden ser presentados como una suma ponderada de pendientes de la recta de
regresion.

Los métodos de regresién semi-paramétrico de OLS y de Gini no requieren la especifica-
ciéon de una forma funcional del modelo, estos pueden ser usados cuando el investigador
esté interesado en estimar promedios de pendientes ponderadas sin requerir la especificacion
de una funcién formal que describa el comportamiento entre la variable dependiente y las
independientes.

Los estimadores de la regresion Gini que son obtenidos bajo el enfoque semi-paramétrico
seran denotados por el subindice GN. Se hace referencia a este enfoque como semi-paramétri-
co porque no depende del supuesto de linealidad entre las variables ni el de la distribuciéon
de los errores.

Los coeficientes de regresiéon tanto en OLS como en Gini pueden ser expresados en términos
de sumas ponderadas de pendientes. La tnica diferencia entre ambos métodos tiene que ver
con las funciones ponderadoras que utiliza cada método para ponderar la pendiente (Yitzhaki
y Schechtman, 2013).

A continuacién se muestra como el coeficiente de regresion de Gini también puede ser expresa-
do como una suma ponderada de pendientes de la recta de regresién (Yitzhaki y Schechtman,
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2013).

Ban = / v(z)g' (z)dx (3-13)

donde v(z) > 0 denota los pesos en X, v(z) > 0y [v(z)g'(xz)dz = 1, donde el esquema
de ponderacién v; depende de la distribucién de las variables explicativas X tunicamente, lo
cual aplica para el caso discreto y continuo.

[1 = Fx(2)|Fx(2)

) = T ) (Ot (3-14)

Cov(Y, Fx(X)) = ExEy((Y — py) (Fx(X) — 1/2)
= Ex(Fx(X) = 1/2)g(2)) = [ (Fx(x) — 1/2)g(z) fx (x)dx

Usando integracion por partes, se tiene

v = Fx(z) —1/2) fx(z)dz; v=—(3) (1 - Fx(z) — [1 — Fx(2)])
u=g(x) u' = g'(z)

Luego

2Cou(Y, Fx (X)) = —(%)([1 — Fx(2)] = [L = Fx(2)]*g(x)| % + / (1 = Fx(x))Fx(z)g (z)da.

Para una funcién g(z) acotada, el primer término —(3)([1—Fx (z)]—[1—Fx (z)]*g(z)|=, = 0.
Por lo tanto,
2Cou(Y, Fy (X)) = / (1= Fy(2))Fx(2)g (z)dz. (3-15)

Aplicando el mismo procedimiento para el denominador con ¢’(x) = 1 se completa la demos-
tracion de la expresion [3-13]

La expresiéon B-13] también puede ser extendida para el caso en que X es una variable
discreta

n—1

BGN = Z v;b;

i=1
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Ayi

donde v; > 0, > v; =1, b; = AX; = X;411 — X; y las observaciones son ordenadas en

AX;)

orden creciente de acuerdo a X. Los pesos asignados a cada pendiente b; estan dados por la

siguiente expresion

v =

(n —i)iAx;

:Z_:i [(n — k)k]Axk

3.3.1. Comparacion del esquema de ponderacion de OLS y Gini

Como se ha visto hasta este momento los estimadores para ambos métodos de regresién Gini

y OLS pueden ser expresados como suma de promedios de pendientes ponderados, debido a

que las pendientes entre observaciones adyacentes pueden ser determinadas por los datos. En

esta seccién se hace un analisis del esquema de ponderaciéon de OLS y Gini, el cual depende

de dos factores a saber:

1. El primer factor que afecta el esquema de ponderaciéon por Gini y OLS tiene que ver

con el rango de la observacion (i), el maximo peso es asignado a las observaciones que
estan ubicadas alrededor de la mediana de la variable explicativa, y entonces el peso
asignado a cada observacion disminuye simétricamente a medida que la observacion se
aleja de la mediana. Esta propiedad es compartida por el esquema de ponderacion de
OLS (B9) y de Gini (B=I4)). Por tanto en el método de estimacién por Gini como en
OLS el efecto de ponderacién para cada observacién ¢ es el mismo: el mayor peso lo
obtienen las observaciones cercanas a la mediana de X.

. El segundo factor que afecta el esquema de ponderacién pora Gini y OLS tiene que ver

con la distancia entre las observaciones adyacentes, la cual es denotada por AX. La
diferencia entre el esquema de ponderacion de ambos método OLS y Gini tiene que ver
con el peso que le asigna a cada valor atipico con AX. Aunque el peso en la regresion
de Gini se basa en la misma distancia AX, el peso en OLS se basa en (AX)?2 Esta
diferencia explica el hecho de que OLS es mas sensible a los valores atipicos que el
método de estimacién de Gini. Nétese que el supuesto de linealidad no juega ningun
rol en la estimacion semi-paramétrica de los coeficientes de regresion de OLS y Gini
debido a que son expresados como promedio ponderado de observaciones adyacentes
(Yitzhaki y Schechtman, 2013).

A continuacion se presenta un andlisis gréafico, las graficas son obtenidas via simulacién,

cuyo objetivo es comparar los ponderadores de Gini con los de OLS para cuando X tiene

una distribucién uniforme.

La figura [3-1] compara las funciones ponderadoras w, de OLS y v, de Gini, en funcién del
rango de X, (i), para AX =c=1.
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Figura 3-1: Ponderadores de OLS y Gini para X con distribucién uniforme (AX = ¢ =1).

De la figura B=Tl se observa que los pesos asignados por Gini y OLS son los mismos, haciendo
que ambos métodos sean igualmente sensibles a datos atipicos (Yitzhaki y Schechtman,
2013).

La figura compara las funciones ponderadoras w, de OLS y v, de Gini en funcién del
diferencial en X, AX.

Se observa que para un par de datos adyacentes(X;, X;,1) pero alejados entre si (AX grande),
la ponderacién dada a dicha pendiente (b;) por el método Gini es menor al de OLS, lo cual
permite confirmar que el método de estimacién de Gini es mas robusto a datos atipicos que
OLS cuando la distribucién de X no es uniforme.
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Figura 3-2: Ponderadores de OLS y Gini para una distribucién de X no uniforme.

3.4. Enfoque de minimizacién de Gini

El enfoque de minimizacion de Gini se basa en la minimizacién de la GMD de los residuales.
Para poder optimizar se tiene que especificar el modelo y la funcién objetivo, lo cual significa
en este caso asumir que el modelo es lineal. El enfoque es similar a la regresién de desviacion
minima absoluta (LAV) o la regresién cuantil (Bassett y Koenker, 1978). Aqui, en vez de
minimizar la suma de desviaciones absoluta de los residuales o la suma ponderada de las
desviaciones absolutas de un cuantil de los residuales, se minimiza la GMD de los residuales
(la media de las diferencias absolutas entre todos los pares de residuales). Los parametros y
estimadores derivados siguiendo el enfoque de minimizacién seran denotados por el sub indice
GM. (Este tipo de regresiones han sido desarrollados por Jureckova(1969, 1971); Jaeckel
(1972); McKean y Hettmansperger (1978); y Hettmansperger (1984))). Hettmansperger hace
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referencia a este método como la regresion R debido a que se minimiza la suma de los
productos de los rangos de los residuales y los residuales.
Considere el modelo

Y:BU+ﬁ1X+E.

Note que no se ha impuesto ningin supuesto sobre €.

El 51 que minimiza la GMD de los residuales forma la ecuacién normal del tipo cov(X, F'(¢)) =
0. Considere el residual ordenado por ¢; < ey < ... < g,. Entonces

G. = Z| _yz ‘_$2|_22 Bl( )]

1<j

Del cual se obtiene que

~ on+1 R,
851__22 i)—4;xi[z— 5 }—4001}(%7)

1<)

donde R. es el rango de ¢ (aqui R./n es la funcién de distribucién empirica acumulada de
e). Recuerde que los residuales son ordenados. Aqui el rango de ¢; es i. En el minimo la
derivada (si existe) es igual a cero, lo cual se cumple si cov (x, %) = 0.

Esto es una restriccion de ortogonalidad (no hay correlacion entre el € y x, cov(z, F(g)) = 0).
Similar a la regresion cuantil el estimador B no puede ser expresado explicitamente y debe
ser calculado con métodos numéricos.
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4.1. Escenarios de simulacién para comparar los métodos

de Regresion

De acuerdo al enfoque no paramétrico (o semi-paramétrico) de Gini para calcular los coefi-

cientes de regresion, estos son influenciados por observaciones atipicas tanto en el eje de las

X como en el de las Y. En consecuencia, en este trabajo de tesis se van a simular cuatro

escenarios, como se ilustra en la figura [4=1], con el fin de influenciar la estimacién de los

coeficientes de regresion aumentando sisteméticamente la magnitud del dato atipico, el cual

es atipico simultaneamente en X y en Y.

Para el modelo de regresion lineal simple Y =p8,+ 1 X +¢, donde los errores € se generan asi:

1. Escenario 0: En este escenario se genera n errores normales con media cero y varianza

constante, es decir, ¢ ~ N(u = 0,0% = 1).

2. Normalidad de los errores pero contaminando la tltima observacion bajo diferentes

magnitudes, a saber:

2.1.

2.2.

2.3.

Escenario 1: En este escenario se toman los mismos errores que fueron generados
en el escenario 0, los cuales fueron generados bajo normalidad con media cero y
varianza constante, pero se contamina la tltima componente del vector Y a 4o
desde la recta ajustada. Ver grafico [4-11

Escenario 2: En este escenario se toman los mismos errores que fueron generados
en el escenario 0, los cuales fueron generados bajo normalidad con media cero y
varianza constante, pero se contamina la tltima componente del vector Y a 8c
desde la recta ajustada. Ver grafico [4-=1l

Escenario 3: En este escenario se toman los mismos errores que fueron generados
en el escenario 0, los cuales fueron generados bajo normalidad con media cero y
varianza constante, pero se contamina la tltima componente del vector Y a 160
desde la recta ajustada. Ver grafico [4=11

En cuanto a la distribucion de la variable explicativa X, ésta se genera igualmente espaciada

o equidistante (tomando diferenciales de 1, es decir, AX = 1) para las primeras n — 1
observaciones y la ultima observacién (n) se aleja (n + (n/5)) unidades de la peniltima
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(n — 1), con el objetivo de resaltar la diferencia entre el ponderador de Gini y el de OLS;
esto se realiza asi dado que Gini es més robusto que OLS cuando hay datos atipicos en el
eje de la X.

4.2. Pasos para comparar los métodos de Regresion

1. Para el escenario de normalidad (Escenario 0) se siguen los siguientes pasos:

1.1. Generar las observaciones de la variable explicativa X de tal manera que esté igual-
mente espaciada o equidistante para las primeras n — 1 observaciones, es de-
cir, a un diferencial AX = 1, y la ultima observacién se aleja n/5. Es decir,
X=123,..,(n—1),(n+n/5).

1.2. Generar n errores normales independientes con media y = 0 y varianza o? = 1,
es decir, € ~ N(u,0?).

1.3. Generar la variable respuesta Y con el modelo lineal teérico Y = By + 51X + ¢,
donde By = 5y 1 = 20; estos valores son tomados a criterio propio.

1.4. Estimar los 5 pardmetros: coeficientes de regresiéon 5y y (1, la varianza (la cual es
estimada con el MSFE), el coeficiente de determinacion (R?) y el estadistico mues-
tral x? para cada uno de los métodos de regresién (Gini, OLS, LAV, M de Huber,
MM) bajo cada uno de los escenrarios (normalidad y normalidad contaminada).

1.5. Repetir los pasos del 1,1 a 1,4 para N = 1000 veces y almacenar cada resultado
en una matriz de N x 5 por cada uno de los métodos de regresion, es decir, en 5
matrices.

1.6. Comparar la distribucién empirica del estadistico x? con la distribucién tedrica
X2 usando la prueba de bondad de ajuste de Kolmogorov- Smirnov.

1.7. Promediar por columnas los resultados almacenados en la matriz de N x 5 para
cada uno de los métodos de regresion.

1.8. Ejecutar el escenario de normalidad (Escenario 0) para n;=10, ny=30 y n3=100.
Estos valores son elegidos a criterio propio.

2.Para los escenarios de normalidad contaminando con datos atipicos se
siguen los mismos pasos del paso 1, pero con las siguientes modificacio-
nes:

2.1. Escenario 1: En este escenario se toman los mismos errores que fueron generados
en el escenario 0, los cuales fueron generados bajo normalidad con media cero y
varianza constante, pero se contamina la tltima componente del vector Y a 4o.

2.2. Escenario 2: En este escenario se toman los mismos errores que fueron generados
en el escenario 0, los cuales fueron generados bajo normalidad con media cero y
varianza constante, pero se contamina la tiltima componente del vector Y a 8.
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2.3. Escenario 3: En este escenario se toman los mismos errores que fueron generados
en el escenario 0, los cuales fueron generados bajo normalidad con media cero y
varianza constante, pero se contamina la iltima componente del vector Y a 160.
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Figura 4-1: Escenarios de simulacién

La robustez de los estimadores 3y y 31 ante la presencia de datos atipicos obtenidos por cada
método se mide mediante el siguiente estadistico (Johnson y Wichern, 1992):
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()=o) s () - ()~

otra forma de escribirlo es:

(5-5) %) (B-5) ~ 3 (1)

o2

donde B:(BO, Bl) es el estimador del vector de coeficientes teérico f=(fy, f1)-

U 1 T €1
Y2 1 T2 €2
B : B ) . S ) | Bo
Y - ’ X - ;€= ?/ 5 -
. ) ) ) b1
| YUn | ! Tn | =
y 0% =1.

Se espera que el estadistico muestral calculado (x?) se aleje de su valor esperado E(x3) = 2
a medida que aumenta la magnitud del dato atipico, indicando la sensibilidad del método.

4.3. Resultados de la simulacion

A continuacion se presentan las tablas de resultados obtenidas mediante simulacion Monte-
carlo descrita en la seccion anterior. Cada tabla contiene los pardmetros estimados en cada
escenario (escenario de normalidad y normalidad con datos contaminados), cada método de
regresion y cada tamano muestral. Para el siguiente analisis es importante recordar que el
modelo tedrico bajo el cual se realizaron las simulaciones para la comparacién de los métodos
es: Y=0p+51X+¢e; con By =5, /1 =20y & ~ N(u,oc?).
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Figura 4-2: Modelo de regresion estimado por cada método en cada escenario para n = 10.
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Figura 4-4: Parametros MSE y R? estimados por cada método con diferentes tamafios de
muestra en cada escenario.
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Figura 4-5: Estadistico x? y Vp (del ajuste de la distribucién x3) obtenidos por cada método

con diferentes tamanos de muestra en cada escenario.

= Para el escenario de normalidad del error, todos los métodos robustos MM, M Huber,

LAV y Gini son tan buenos como OLS para estimar los pardmetros de la regresién ([,
B1) v los estadisticos MSE y R?, como era de esperarse por teoria. Ver escenario 0 de
normalidad en las graficas y =41

= Para el escenario de normalidad contaminada con un dato atipico a 4o, 8¢ y 160, las
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estimaciones de 3y y [ realizadas por OLS y Gini fueron influenciadas proporcional-
mente a la magnitud del atipico, alejandose de su valor tedrico de 5y = 5 y 1 = 20.
Pero Gini es afectado en menor proporcién que OLS, mientras que por LAV, M Huber
y MM el estimador solamente fue influenciado al principio, luego sigue produciendo las
mismas estimaciones sin importar que tanto se aumente la magnitud del atipico. Ver

grafica [4=3|

Un anadlisis sencillo de cudn robusto son los métodos se presenta en la Tabla [4-19] y
[4-201 donde se calcula la variacion que sufre el intercepto [y y la pendiente (5; con
respecto al escenario de normalidad, calculada de la siguiente forma:

BNormalcontaminada - 5Normal

%Variacién = -
6Normal

Es asi que Bo y Bl sufren una variacién de menor a mayor al ser estimados con MM,
LAV, M Huber, Gini y OLS, respectivamente.

El Error Cuadratico Medio, MSE, se hace mas grande a medida que aumenta la mag-
nitud del atipico, pero es mayor en los métodos que presenta la mayor robustez ante
la presencia de atipicos, indicando que la recta ajustada por estos métodos tiende a
permanecer inmovil. Consecuentemente sucede lo contrario con el coeficiente de de-
terminacién R?, el cual se hace mas pequefio a medida que aumenta la magnitud del
atipico, pero es menor en los métodos mas robustos. Con el andlisis de MSE y del R?
se puede empezar a cuantificar la robustez de los métodos y establecer un orden. Es
asi que se puede clasificar de mayor a menor robustez a MM, LAV, M Huber, Gini y
OLS, respectivamente. Ver grafica [4=41

Otro criterio propuesto en este trabajo para medir la robustez es comparar la distribu-
ci6n de los estimadores de los coeficientes de regresion 5 = (g, 1) con la distribucién
X3 de la sigueinte forma:

(5-5) 5 xx) (5-5) ~ 3 (+2)

la cual es cierta cuando los errores se distribuyen normales. Los resultados demuestran
que en el escenario de normalidad de los errores, el estadistico calculado efectivamente
tiende a 2 y la prueba de bondad de ajuste no rechaza la hipétesis de que estos proviene
de una distribucién x3, segtin lo corrobora el valor p, el cual es mayor a un a = 5 %. Pero
en los escenarios de normalidad contaminada con un atipico, el estadistico calculado
se aleja de su valor esperado que es 2, pero se aleja mucho méas en OLS y Gini que en

los demas métodos. Este criterio permite establecer el mismo orden de robustez que el
establecido con el MSE y el R?: MM, LAV, M Huber, Gini y OLS.
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= Al aumentar el tamano de la muestra a 10, 30 y 100 observaciones, la influencia del
atipico se hace menor y las estimaciones se acercan mas a los valores tedricos.

= Con el fin de establecer cudles métodos son mas similares entre si al momento de es-
timar los coeficientes de regresién en los diferentes escenarios, se propone agruparlos
por su M SE producido tanto en el escenario de normalidad como en el de normalidad
contaminada con atipicos. Los resultados muestran que OLS y Gini produciran resul-
tados similares cuando los errores sean normales o cuando estén contaminados, tanto
para muestras pequenas como para grandes, mientras que LAV y M Huber serdn més

parecidos para muestras pequenas, pero para muestras grandes LAV se asemejara més
a MM. Ver gréfica
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4.3.1. Tablas de resultados.

Métodos | Normalidad 4*c 8*c 16%c
OLS 5,01 488 4,76 4,51
GINT 5,01 493 485 4,69
LAV 5,00 496 496 4,96
MHuber 5,00 4,95 495 4,95
MM 5,00 499 5,00 5,00

Tabla 4-1: Estimacion de 5y con n = 100

Métodos | Normalidad 4*¢  8*¢  16*c
OLS 20,00 20,00 20,01 20,01
GINI 20,00 20,00 20,00 20,01
LAV 20,00 20,00 20,00 20,00
MHuber 20,00 20,00 20,00 20,00
MM 20,00 20,00 20,00 20,00

Tabla 4-2: Estimacién de 5; con n = 100

Métodos | Normalidad 4*c 8*c 16*c
OLS 1,00 1,15 1,61 3,44
GINI 1,00 1,15 1,61 345
LAV 1,01 1,16 1,65 3,99
MHuber 1,00 1,15 1,63 3,57
MM 1,00 1,16 1,65 3,61

Tabla 4-3: Estimaciéon del M SE con n = 100

Métodos | Normalidad  4*c 8*c 16*c
OLS 100,00 100,00 100,00 100,00
GINI 100,00 100,00 100,00 100,00
LAV 100,00 100,00 100,00 100,00
MHuber 100,00 100,00 100,00 100,00
MM 100,00 100,00 100,00 100,00

Tabla 4-4: Estimacién del R? con n = 100
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Métodos | Normalidad 4*¢c  8*¢ 16*c¢
OLS 8,28 0,00 0,00 0,00
GINI 6,36 0,00 0,00 0,00
LAV 46,50 17,91 15,56 15,56
MHuber 13,85 0,06 0,06 0,05
MM 24,15 0,01 4,65 4,65

Tabla 4-5: Valor P con n = 100
Métodos | Normalidad 4*c 8*c 16*c
OLS 1,97 288 596 1845
GINI 1,08 251 433 11,78
LAV 1,99 2,19 219 2,19
MHuber 2,11 2,38 2,38 2,38
MM 2.13 238 221 221

Tabla 4-6: Estadistico calculado x3 con n = 100

Métodos | Normalidad 4*c 8*¢ 16*c
OLS 5,03 465 4,26 3,49
GINI 5,03 4,78 4,52 4,01
LAV 5,03 488 4,88 4,88
MHuber 5,03 484 484 4,84
MM 5,03 495 504 504

Tabla 4-7: Estimaciéon de 3y con n = 30

Métodos | Normalidad 4*¢  8*¢  16*c
OLS 20,00 20,03 20,06 20,13
GINI 20,00 20,02 20,05 20,10
LAV 20,00 20,01 20,01 20,01
MHuber | 20,00 20,01 20,01 20,01
MM 20,00 20,01 20,00 20,00

Tabla 4-8: Estimacién de 3 con n = 30
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Métodos | Normalidad 4*c 8*c¢ 16%*c
OLS 0,99 1,42 280 8,30
GINI 0,99 143 2,83 840
LAV 1,03 152 3,15 9,85
MHuber 0,99 146 3,07 9,71
MM 0,99 1,51 3,28 10,16

Tabla 4-9: Estimacion del M SE con n = 30

Métodos | Normalidad  4*c 8*c  16*c
OLS 100,00 100,00 99,99 99,98
GINI 100,00 100,00 99,99 99,99
LAV 100,00 100,00 99,99 99,97
MHuber 100,00 100,00 99,99 99,97
MM 100,00 100,00 99,99 99,97

Tabla 4-10: Estimacién del R? con n = 30

Métodos | Normalidad 4*c 8*c 16*c¢
OLS 16,13 0,00 0,00 0,00
GINI 56,52 0,00 0,00 0,00
LAV 56,62 0,00 0,00 0,00
MHuber 30,08 0,00 0,00 0,00
MM 98,97 0,00 0,00 0,00

Tabla 4-11: Valor P con n = 30

Métodos | Normalidad 4*c 8% 16%c
OLS 1,95 472 14,10 5216
GINI 1,97 3,71 9,65 33,82
LAV 1,94 250 250 2,50
MHuber 2,08 310 310 3,10
MM 2.10 317 241 241

Tabla 4-12: Estadistico calculado x3 con n = 30
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Métodos | Normalidad 4*c 8*c 16%c
OLS 5,02 404 3,06 1,10
GINI 5,02 4,30 3,58 2,14
LAV 5,03 443 443 443
MHuber 5,02 4923 413 413
MM 5,02 440 492 5,02

Tabla 4-13: Estimacion de 5y con n = 10

Métodos | Normalidad 4*¢c  8*¢  16*c
OLS 20,00 20,24 20,48 20,97
GINI 20,00 20,19 20,39 20,78
LAV 20,00 20,14 20,14 20,14
MHuber 20,00 20,20 20,22 20,22
MM 20,00 20,15 20,02 20,00

Tabla 4-14: Estimacion de $; con n = 10

Métodos | Normalidad 4*c 8*¢ 16%c
OLS 1,01 200 512 17,61
GINI 1,02 2,03 5,23 18,04
LAV 1,15 246 7,32 29,04
MHuber 1,03 2,10 6,40 26,91
MM 1,04 242 883 33,09

Tabla 4-15: Estimacion del M SE con n = 10

Métodos | Normalidad 4*¢  8*¢  16*c
OLS 99,98 99,96 99,91 99,69
GINI 99,98 99,96 99,92 99,74
LAV 99,98 99,95 99,86 99,45
MHuber 99,98 99,96 99,88 99,50
MM 99,98 99,95 99,83 99,37

Tabla 4-16: Estimacion del R? con n = 10
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Métodos | Normalidad 4*c 8*c 16*c
OLS 53,44 0,00 0,00 0,00
GINI 25,78 0,00 0,00 0,00
LAV 27,81 0,00 0,00 0,00
MHuber 8,91 0,00 0,00 0,00
MM 5,19 0,00 0,00 0,00

Tabla 4-17: Valor P con n = 10

Métodos | Normalidad 4*c 8*¢  16%c
OLS 2.06 022 3231 124,76
GINI 2,10 7.32 2420 91,78
LAV 1,91 492 5,03 5,03
MHuber 2,13 7,97 10,23 10,25
MM 223 818 474 3,10

Tabla 4-18: Estadistico calculado x3 con n = 10

Métodos | 4*c 8*c 16*c
OLS -195% -39,0% -78,1%
GINI -144% -28,7% -57.5%
LAV -12,0% -12,0%  -12,0%
MHuber | -158% -177% -17,7%
MM -123%  -1,9% 0,0%

Tabla 4-19: Variacion de la estimacion de By con n = 10

Métodos | 4*c 8¢ 16*c
OLS 12% 24% 48%
GINI 1,0% 2,0% 39%
LAV 0,7% 0,7% 0, 7%
MHuber | 1,0% 1,1% 11%
MM 08% 01% 00%

Tabla 4-20: Variacién de la estimaciéon de 8; con n = 10



5 Ejemplo de aplicacion a datos reales

Con el objetivo de aplicar cada uno de los métodos de regresion MM, M Huber, LAV, Gini
y OLS, se analiza el precio de venta (Y) de vehiculos usados Renault Twingo en funcién de
los kilémetros recorridos (X), cuyos modelos oscilan entre el afio 2003 y el 2014, Luego de
depurar los datos originales (mostrado en el escenario 1 de la figura[5=1]), y quitar los valores
atipicos, el modelo de regresién lineal ajustado por OLS es (ver escenario 0 de la figura [5=1):
17:18,57-0,063)(, es decir que Bo = 18,57y Bl = —0,063, lo cual significa que por cada mil
kilémetros recorridos por un Automévil Twingo, éste se deprecia en promedio 63 mil pesos.
Para efectos de comparacién de la robustez de los métodos, se modelaron dos escenarios mas
en los cuales el dato se desplaza a lo largo del rango de X: en el escenario 2 el dato atipico
en Y es desplazado hasta el valor maximo de X con el fin de volverlo dato influyente; y en
el escenario 3 el dato atipico se desplaza hasta un valor atipico de X con el fin de evaluar la
robustez de Gini con respecto a OLS y a los otros métodos debido a que Gini tedricamente
presentaria una mayor robustez si el dato es atipico en Y y en X.

'fuente: http://www.tucarro.com.co, tomados el 15 de agosto del ano 2014
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Figura 5-1: Analisis de regresién para precios de venta de Automoviles Twingo por dife-
rentes métodos Robustos.

A continuacién se muestra los parametros BO, Bl, y los estadisticos MSE y el R? calculados
por cada uno de los métodos de regresion estudiados en este trabajo de tesis, para cada
escenario y para un tamano de muestra de n = 68 datos.
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Figura 5-2: Tendencia de los pardmetros estimados por cada método segun el escenario.

» Para el escenario de normalidad del error, todos los métodos robustos MM, M Huber,
LAV y Gini son tan buenos como OLS para estimar los parametros de la regresién (BO,
Bl), y para calcular los estadisticos MSE y R?, como era de esperarse por teorfa. Ver
escenario 0 de normalidad en la gréfica

= En los escenarios de normalidad contaminada, en los cuales el dato atipico se aleja a lo
largo de la X, las estimaciones de 5y y (3, realizadas por OLS y Gini fueron influenciadas
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5.1.

proporcionalmente, alejandose de su valor teérico de Bo = 18,57 y B, = —0,063. Pero
Gini es afectado en menor proporciéon que OLS, sobre todo cuando se tiene un atipico
simultaneamente en X y en Y (escenario 3). Mientras que por LAV, M Huber y MM el
estimador solamente fue influenciado al principio, luego sigue produciendo las mismas
estimaciones.

Un analisis sencillo de cudn robusto son los métodos se presenta en la Tabla (=5l y [5-6],
donde se calcula la variacién que sufre el intercepto Bo y la pendiente 61 con respecto
al escenario de normalidad, calculada de la siguiente forma:

6Normalcontaminada - ﬁNormal

%V ariacion = -
ﬁNormal

El error cuadrético medio-M SE y el coeficiente de determinacién R? presentados en las
tablasb-3ly[6-4ly en la graficab-2lmuestran que el M S E aumenta, y consecuentemente
el R? disminuye, a medida que se aumenta la magnitud del dato atipico en el eje de la
X. Pero este comportamiento es mas notorio en los métodos robustos que en OLS y
Gini, lo cual es de esperarse puesto que entre mas robusto es el método, este produce
una recta de regresion mas estable ante la presencia de datos atipicos.

Tablas de resultados.

Métodos | Normalidad Escenariol Escenario2 Escenario3
OLS 18,57 18,68 18,21 17,41
GINI 18,61 18,72 18,33 18,19
LAV 18,35 18,35 18,35 18,27
MHuber 18,61 18,71 18,61 18,50
MM 18,59 18,68 18,68 18,68

Tabla 5-1: Estimacion de Bo con n = 68

Métodos | Normalidad Escenariol Escenario2 Escenario3
OLS -0,063 -0,064 -0,056 -0,044
GINI -0,063 -0,064 -0,058 -0,055
LAV -0,058 -0,058 -0,058 -0,058
MHuber -0,062 -0,064 -0,063 -0,061
MM -0,062 -0,064 -0,064 -0,064

Tabla 5-2: Estimacién de Bl con n = 68
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Normalidad Escenariol Escenario2 Escenariod
1,09 2,00 2,88 4,03
1,10 2,00 2,88 4,22
1,12 2,03 2,89 4,33
1,10 2,00 2,94 4,48
1,10 2,00 2,96 4,64

Métodos
OLS
GINI
LAV
MHuber
MM

Tabla 5-3: Estimacion de M SE con n = 68

Normalidad Escenariol Escenario2 FEscenario3
81,81 71,45 58,82 42,34
82,18 76,08 72,10 67,29
79,33 67,53 60,76 54,01
81,49 71,73 63,54 55,88
81,46 71,48 64,20 57,25

Métodos
OLS
GINI
LAV
MHuber
MM

Tabla 5-4: Estimacion de R? con n = 68

Escenariol Escenario2 Escenario3
0,6 % -2,0% -6,3%
0,6 % -1,5% -2.3%
0,0% 0,0 % -0,4%
0,6 % 0,0% -0,6 %
0,5% 0,5% 0,5%

Métodos
OLS
GINI
LAV
MHuber
MM

Tabla 5-5: Variacién de la estimacion de BO con n =10

Tabla 5-6: Variacién de la estimacion de Bl con n = 10

Métodos | Escenariol Escenario2 Escenario3
OLS 1,6 % -10,4 % -29,7%
GINI 1,7% -8,5% -13,0%
LAV 0,0% 0,0% -1,6%
MHuber 3.2% 0,8% -2,0%
MM 2.7% 2.7% 2.7%




6 Conclusiones y Recomendaciones

6.1.

Conclusiones

Segun los resultados obtenidos se pueden tener las siguientes conclusiones:

1.

Los coeficientes de regresion estimados por el método de Gini son mas robustos ante
la presencia de observaciones atipicas en comparacién a los estimadores obtenidos por
el método OLS. La robustez de Gini frente a OLS es mas evidente para datos atipicos
en el eje y que tengan una correspondiente coordenada atipica en el eje x, debido
a que la funcién ponderadora de pendientes de Gini le da una importancia menor a
las observaciones atipicas en x, mientras que la funcién ponderadora de OLS le da
una importancia mayor. Las diferencias en las estimaciones obtenidas por Gini y OLS
solo son evidentes cuando la variable explicativa x no se distribuye uniforme o no es
igualmente espaciada.

Al aumentar el tamano muestral de las observaciones, se tiende a eliminar el efecto de
las observaciones atipicas al momento de estimar los coeficientes de regresién por Gini,
OLS y los métodos MM, M de Huber y LAV.

Aunque de antemano en este trabajo de tesis se sabia que los métodos MM, M de
Huber y LAV eran muchisimo més robustos que Gini, se prosiguié a compararlo sélo
con el fin de mostrar cuan parecido o diferente era Gini frente a OLS en relacién a
estos otros métodos desarrollados matematicamente para ser robustos.

Los métodos MM, M de Huber y LAV fueron similares entre si y diferentes a Gini y
OLS en la estimacién de los pardmetros arrojados en la regresion lineal (By y £1) y
en los estadisticos (M SE, R?), debido a que fueron desarrollados matemdticamente
(funciones de influencia acotadas) para ser robustos. Los métodos Gini y OLS fue-
ron parecidos entre si porque su naturaleza matemaética radica en que la funcién de
dispersiéon de los errores es lineal en Gini y cuadratica en OLS.

Se recomienda usar la regresién Gini cuando la muestra tiene observaciones atipicas
simultaneamente en x y en y, pero si éstas fuesen solo atipicas en y las estimaciones
obtenidas por OLS y Gini son equivalentes. Sin embargo, existen métodos mas robustos
como MM, M Huber y LAV que producen mejores resultados para cualquier tipo de
atipico.
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6.2. Investigaciones futuras

Para futuras investigaciones se recomienda simular un modelo lineal multiple con variables
explicativas z que tengan diferentes grados de correlacion, con el fin de estudiar el efecto de
la multicolinealidad, la cual se sabe que afecta la estimacion de los parametros en métodos
sensibles como OLS, pero seria interesante saber que tanto afecta a métodos levemente
robustos como Gini y fuertemete robustos como MM, M de Huber y LAV.
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7 Anexo: Cadigo en R

#INSTALAR PAQUETES Y CARGAR LIBRERIASHkxkxikskkk
#install.packages("MASS", dependencies = TRUE)#re
#install.packages("quantreg", dependencies = TRUE

library (MASS)# Soporta funciones y conjuntos de d
library(SparseM) # complemento del paquete "quant
library(quantreg)#regresién cuantil (rq)

#INICIALIZACION DE PARAMETROS,VARIABLES, VECTORES

N=1000#numero de iteraciones.

nm=c (100,30, 10) #ntimero de observaciones.

#se fijan los pardmetros del modelo lineal tedric
b0=5# intercepto.

b1=20 # pendiente de x1.

#matrices para guardar los pardmetros estimados p
np=4# nimero de parametros directos a estimar: b0
npi=1 # nimero de parametros indirectos a estimar
nv=np+npi# nimero de variables a calcular (bO,bl,
#parametros OLS bajo normalidad y contaminando co
vOmatrixRegOLS=matrix(ncol=nv,nrow=N)#normalidad
vimatrixRegOLS=matrix(ncol=nv,nrow=N)#atipico de
v2matrixRegOLS=matrix(ncol=nv,nrow=N)#atipico de
v3matrixRegOLS=matrix(ncol=nv,nrow=N)#atipico de

#parametros GINI bajo normalidad y contaminando c

vOmatrixRegGINI =matrix(ncol=nv,nrow=N)#normalida
vimatrixRegGINI =matrix(ncol=nv,nrow=N)#atipico d
v2matrixRegGINI =matrix(ncol=nv,nrow=N)#atipico d
v3matrixRegGINI =matrix(ncol=nv,nrow=N)#atipico d

#parametros LAV bajo normalidad y contaminando co:
vOmatrixRegLAV =matrix(ncol=nv,nrow=N)#normalidad

vimatrixRegLAV =matrix(ncol=nv,nrow=N)#atipico de
v2matrixRegLAV =matrix(ncol=nv,nrow=N)#atipico de
v3matrixRegLAV =matrix(ncol=nv,nrow=N)#atipico de

#parametros MHUBER bajo normalidad y contaminando
vOmatrixRegMHuber =matrix(ncol=nv,nrow=N)#normali
vimatrixRegMHuber =matrix(ncol=nv,nrow=N)#atipico
v2matrixRegMHuber =matrix(ncol=nv,nrow=N)#atipico
v3matrixRegMHuber =matrix(ncol=nv,nrow=N)#atipico

#parametros MM bajo normalidad y contaminando con
vOmatrixRegMM =matrix(ncol=nv,nrow=N)#normalidad
vimatrixRegMM =matrix(ncol=nv,nrow=N)#atipico de
v2matrixRegMM =matrix(ncol=nv,nrow=N)#atipico de
v3matrixRegMM =matrix(ncol=nv,nrow=N)#atipico de

ook ok ok ok ok ok ok K K K K K Kk ko ok ok ok ok ok ok kKKK
gresiones, funciones, distribuciones.
)#regresién cuantil.

atos: regresion (rlm,lm), distribuciones,etc.
reg" para algebra lineal y matricial

Y MATRICES* k¥ kkkkkkkkokkkkkokk

O.

or cada método de regresién (bO,bl,MSE,R2).
,bl,MSE,R2

: Estadistico chi calculado (EC)

MSE,R2,EC)

n un atipico de varias desviaciones estandares.
sin atipico.

5 desviaciones estandares.

50 desviaciones estandares.

150 desviaciones estandares.

on un atipico de varias desviaciones estandares.
d sin atipico.
e 5 desviaciones estandares.
e 50 desviaciones estandares.
e 150 desviaciones estandares.
n un atipico de varias desviaciones estandares.
sin atipico.
5 desviaciones estandares.
50 desviaciones estandares.

150 desviaciones estandares.

con un atipico de varias desviaciones estandares.
dad sin atipico.

de 5 desviaciones estandares.

de
de

50 desviaciones estandares.
150 desviaciones estandares.
un atipico de varias desviaciones estandares.
atipico.

5 desviaciones estandares.

sin

50 desviaciones estandares.
150 desviaciones estandares.
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#Tabla de resultados indice robustez para los métodos segin los escenerios de normalidad.
nmet=5 #nilimero de métodos a comparar: OLS, GINI, LAV, MM, M Huber
ne=4# nimero de escenarios a estudiar: Esc O (normalidad), Esc 1 (5Sd), Esc2 0 (508d), Esc3 (150S8d).

#Tabla de resultados del intercepto para los métodos segin los escenerios de normalidad.
tablaBO=matrix(ncol=ne,nrow=nmet)

colnames (tablaB0)=c("EscO","Escl1","Esc2","Esc3")

rownames (tablaB0)=c("OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados de la pendiente x1 para los métodos segin los escenerios de normalidad.
tablaBl=matrix(ncol=ne,nrow=nmet)

colnames (tablaB1)=c("Esc0","Escl","Esc2","Esc3")

rownames (tablaB1)=c("OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del MSE para los métodos segilin los escenerios de normalidad.
tablaMSE=matrix(ncol=ne,nrow=nmet)

colnames (tablaMSE)=c("Esc0","Esc1","Esc2","Esc3")

rownames (tablaMSE)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del R"2 para los métodos segin los escenerios de normalidad.
tablaR2=matrix(ncol=ne,nrow=nmet)

colnames (tablaR2)=c("Esc0","Esc1","Esc2","Esc3")

rownames (tablaR2)=c("0LS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del valor p de la prueba de bondad de ajuste con Kolmogorov S.
tablaVP=matrix(ncol=ne,nrow=nmet)

colnames (tablaVP)=c("EscO","Esc1","Esc2","Esc3")

rownames (tablaVP)=c("OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del Estadistico muestral de la prueba de bondad de ajuste con Kolmogorov-S.
tablaEC=matrix(ncol=ne,nrow=nmet)

colnames (tablaEC)=c("EscO","Esc1","Esc2","Esc3")

rownames (tablaEC)=c("0OLS","GINI","LAV","M_Huber","MM")

# Para el primer tamafio muestral nil

#Tabla de resultados del intercepto para los métodos segin los escenerios de normalidad.
nitablaBO=matrix(ncol=ne,nrow=nmet)

colnames(nitablaB0)=c("EscO","Esc1","Esc2","Esc3")

rownames (nltablaB0)=c("0LS","GINI","LAV","M_Huber","MM")

#Tabla de resultados de la pendiente x1 para los métodos segin los escenerios de normalidad.
nitablaBl=matrix(ncol=ne,nrow=nmet)

colnames(nitablaB1)=c("EscO","Esc1","Esc2","Esc3")

rownames (nitablaB1)=c("OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del MSE para los métodos segin los escenerios de normalidad.
nitablaMSE=matrix(ncol=ne,nrow=nmet)

colnames (nltablaMSE)=c("Esc0","Escl","Esc2","Esc3")

rownames (nitablaMSE)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del R™2 para los métodos segin los escenerios de normalidad.
nitablaR2=matrix(ncol=ne,nrow=nmet)
colnames(nitablaR2)=c("EscO0","Esc1","Esc2","Esc3")

rownames (nltablaR2)=c("0LS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del valor p de la prueba de bondad de ajuste con Kolmogorov S.
nitablaVP=matrix(ncol=ne,nrow=nmet)
colnames(nltablaVP)=c("Esc0","Esc1","Esc2","Esc3")

rownames (nltablaVP)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del Estadistico muestral de la prueba de bondad de ajuste con Kolmogorov-S.
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nitablaEC=matrix(ncol=ne,nrow=nmet)
colnames(niltablaEC)=c("EscO0","Esc1","Esc2","Esc3")
rownames (nltablaEC)=c("OLS","GINI","LAV","M_Huber","MM")

#Para el segundo tamafio muestral n2

#Tabla de resultados del intercepto para los métodos segin los escenerios de normalidad.
n2tablaBO=matrix(ncol=ne,nrow=nmet)

colnames (n2tablaB0)=c("Esc0","Esc1","Esc2","Esc3")

rownames (n2tablaB0)=c("0LS","GINI","LAV","M_Huber","MM")

#Tabla de resultados de la pendiente x1 para los métodos segin los escenerios de normalidad.
n2tablaBl=matrix(ncol=ne,nrow=nmet)

colnames (n2tablaB1)=c("Esc0","Escl","Esc2","Esc3")

rownames (n2tablaB1)=c("0LS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del MSE para los métodos segin los escenerios de normalidad.
n2tablaMSE=matrix(ncol=ne,nrow=nmet)

colnames (n2tablaMSE)=c("Esc0","Escl1","Esc2","Esc3")

rownames (n2tablaMSE)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del R"2 para los métodos segin los escenerios de normalidad.
n2tablaR2=matrix(ncol=ne,nrow=nmet)

colnames (n2tablaR2)=c("Esc0","Esc1","Esc2","Esc3")

rownames (n2tablaR2)=c("0LS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del valor p de la prueba de bondad de ajuste con Kolmogorov S.
n2tablaVP=matrix(ncol=ne,nrow=nmet)

colnames (n2tablaVP)=c("EscO","Esc1","Esc2","Esc3")

rownames (n2tablaVP)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del Estadistico muestral de la prueba de bondad de ajuste con Kolmogorov-S.
n2tablaEC=matrix(ncol=ne,nrow=nmet)

colnames (n2tablaEC)=c("Esc0","Escl","Esc2","Esc3")

rownames (n2tablaEC)=c("0OLS","GINI","LAV","M_Huber","MM")

# Para el tercer tamafio muestral n3

#Tabla de resultados del intercepto para los métodos segin los escenerios de normalidad.
n3tablaBO=matrix(ncol=ne,nrow=nmet)

colnames (n3tablaB0)=c("EscO0","Esc1","Esc2","Esc3")

rownames (n3tablaB0)=c("OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados de la pendiente x1 para los métodos segin los escenerios de normalidad.
n3tablaBl=matrix(ncol=ne,nrow=nmet)

colnames (n3tablaB1)=c("EscO0","Esc1","Esc2","Esc3")

rownames (n3tablaB1)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del MSE para los métodos segilin los escenerios de normalidad.
n3tablaMSE=matrix(ncol=ne,nrow=nmet)

colnames (n3tablaMSE)=c("EscO","Esc1","Esc2","Esc3")

rownames (n3tablaMSE)=c ("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del R"2 para los métodos segilin los escenerios de normalidad.
n3tablaR2=matrix(ncol=ne,nrow=nmet)

colnames (n3tablaR2)=c("Esc0","Escl","Esc2","Esc3")

rownames (n3tablaR2)=c("0OLS","GINI","LAV","M_Huber","MM")

#Tabla de resultados del valor p de la prueba de bondad de ajuste con Kolmogorov S.
n3tablaVP=matrix(ncol=ne,nrow=nmet)

colnames (n3tablaVP)=c("EscO","Esc1","Esc2","Esc3")

rownames (n3tablaVP)=c("0OLS","GINI","LAV","M_Huber","MM")
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#Tabla de resultados del Estadistico muestral de la prueba de bondad de ajuste con Kolmogorov-S.

n3tablaEC=matrix(ncol=ne,nrow=nmet)
colnames (n3tablaEC)=c("Esc0","Escl","Esc2","Esc3")
rownames (n3tablaEC)=c("0OLS","GINI","LAV","M_Huber","MM")

#paso 3: ESTIMAR LOS PARAMETROS DEL MODELO CON LOS METODOS DE REGRESIONs k.

#paso 3.1 Regresién por minimos Cuadrados Ordinarios (OLS).
RegOLS=function(Y,X){

mod=1m(Y~X)#funcién LM para estimar por OLS.
bOe=mod$coefficients[1]1# Intercepto estimado.
ble=mod$coefficients[2] #Pendiente x1 estimado.
msee=anova(mod)$Mean[2] # Error cuadratico medio estimado.
R2e=100%* (summary (mod) $r.squared) # R cuadrado estimado.
rta=matrix(c(bOe,ble,msee,R2e) ,ncol=np)# valores de retorno.
colnames (rta)=c("Betal","Betal","MSE","R2")
return(rta)#Retorna los parametros de la regresiém.

}# fin de OLS

#paso 3.2 Regresién de Gini

RegGINI=function(Y,X){

p=ncol (X)#Nimero de regresoras X.

n=nrow(X) #Nimero de observaciones.
ble=cov(Y,rank(X))/cov(X,rank(X))

Xprom=apply(X,2,mean)# Promedio de las regresoras X.
Yprom=mean (Y)#Promedio de la variable independiente Y.
bOe=Yprom-ble’*)Xprom #intercepto de GINI estimado

Yg= t(rep(bOe,n)+ blelx%t(X))#Modelo ajustado de GINI.
eg=Y-Yg#Residuales de GINI.

msee=(1/(n-p-1))*sum((eg) "2 )# Error cuadratico Medio de GINI.
#R2e = 100*(1-(cov(eg,rank(eg))/cov(Y,rank(Y))) "2)#Coeficiente de determinacién.

SSE=sum(eg~2)#Suma de cuadrados de los errores.

SSM=sum ((Yg-mean(Y)) "2 )#Suma de cuadrados de la regresién.
SST=SSM+SSE#Suma de cuadrados totales del modelo.
R2e=100%(1- (SSE/SST) )#coeficiente de determinacién R"2

rta=matrix(c(bOe,ble,msee,R2e) ,ncol=np)# valores de retorno.
colnames(rta)=c("Betal","Betal","MSE","R2")
return(rta)#Retorna los parametros de la regresidn.

}# fin de GINI

###paso 3.3 Regresién por LAV
RegLAV=function(Y,X){

p=ncol (X)#Niumero de regresoras X.
n=nrow(X)#Nimero de observaciones.

mod=rq(Y"X)#funcién rq para estimar por LAV.
bOe=mod$coefficients[1]# Intercepto.
ble=mod$coefficients[2] #Pendiente X1.

msee=(1/(n-p-1))*sum((residuals(mod))~2) # Error cuadratico medio.
Ymod=t (bOe+ble%*)t (X)) #Modelo ajustado de LAV.

SSE=sum( (residuals(mod))~2 )#Suma de cuadrados de los errores.
SSM=sum ((Ymod-mean(Y)) "2 )#Suma de cuadrados de la regresiém.
SST=SSM+SSE#Suma de cuadrados totales del modelo.

R2e=100* (1-(SSE/SST) )#coeficiente de determinacién R"2
rta=matrix(c(bOe,ble,msee,R2e) ,ncol=np)# valores de retorno.
colnames(rta)=c("Betal","Betal","MSE","R2")

return(rta)#Retorna los parametros de la regresién.

}# fin de LAV
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###paso 3.3 Regresién por M de Hubbert

RegMHuber=function(Y,X){

p=ncol(X)#Numero de regresoras X.

n=nrow (X)#Nimero de observaciones.
mod=rlm(Y~X,method="M",maxit=500)#funcién rlm para estimar por MHuber.
bOe=mod$coefficients[1]# Intercepto

ble=mod$coefficients[2] #Pendiente x1
msee=(1/(n-p-1))*sum((residuals(mod))"2) # Error cuadratico medio
Ymod=t (bOe+ble%*)t (X)) #Modelo ajustado por MHUBER
SSE=sum((residuals(mod)) "2 )#Suma de cuadrados de los errores.
SSM=sum( (Ymod-mean(Y)) "2 )#Suma de cuadrados de la regresién.
SST=SSM+SSE #Suma de cuadrados totales del modelo.
R2e=100*(1-(SSE/SST) )#coeficiente de determinacién R"2
rta=matrix(c(bOe,ble,msee,R2e) ,ncol=np)# valores de retorno.
colnames(rta)=c("Betal","Betal","MSE","R2")

return(rta)#Retorna los parametros de la regresiém.

}# fin de M de Hubbert

###paso 3.3 Regresién por MM

RegMM=function(Y,X){

p=ncol(X)#Nimero de regresoras X.

n=nrow (X)#Nimero de observaciones.

mod=r1lm(Y~X,method="MM" ,maxit=500)#funcién rlm para estimar por MM.
bOe=mod$coefficients[1]# Intercepto.

ble=mod$coefficients[2] #Pendiente x1.
msee=(1/(n-p-1))*sum((residuals(mod))"2) # Error cuadratico medio.
Ymod=t (bOe+ble%*%t (X)) #Modelo ajustado por MM.

SSE=sum( (residuals(mod))~2 )#Suma de cuadrados de los errores.
SSM=sum((Ymod-mean(Y)) "2 )#Suma de cuadrados de la regresiém.
SST=SSM+SSE #Suma de cuadrados totales del modelo.

R2e=100% (1-(SSE/SST) )#coeficiente de determinacién R"2
rta=matrix(c(bOe,ble,msee,R2e) ,ncol=np)# valores de retorno.
colnames(rta)=c("Betal","Betal","MSE","R2")

return(rta)#Retorna los parametros de la regresiém.

}# fin de MM

# REALIZAR LAS N ITERACIONES PARA CADA TABLA DE RESULTADOS.
for(t in 1:length(nm)){#recorre el vector de observaciones.

# EJECUTAR LAS N ITERACIONES PARA CADA UNO DE LOS ESECNARIOS PARA ENCONTRAR LA TENDENCIA CENTRAL
for(j in 1:NM){

n=nm[t] ;n#vector de observaciones o tamafiao de muestra.

#paso 1 : FIJAR EL VECTOR DE REGRESORES X1 #kskkskkkkokskkokskkokokskkokokkokokskokkkkhokkkokkkok ,
X=NULL

X=c(seq(1,n-1),n+n/5)# la variable regresora x1 ordenada, con el dltimo dato alejado.
X=as.matrix(X) ;X# matricialmente

#Paso 2:DEFINIR RELACION LINEAL TEQORICO ENTRE LAS REGRESORAS Y LA VBLE RTA Y *kkk,
p=ncol(X) ;p#Nimero de regresoras X.

YO=NULL

YO=t (bO+b1%*%t (X)) # modelo tedrico.

YO=as.matrix(Y0) ;YO

ok ok o ok Kok ok ok ok o K KK oK oK ok o K KK oK ok ok o K KK oK ok ok o K KK oK ok ok o K KK ok ok ok o K KK ok ok ok o K K Kok ok ok ok o K K KoK ok ok ok o K K oK

#Paso 3:GENERAR ERRORES NORMALES Y DESVIADOS DE LA NORMALTIDADkkkskkskkskskskskkkkkkok ,
s=1# desvacion estandar

u=0# media

e=NULL

e=rnorm(n,u,s) ;e#generar n errores normales con media=0 y var=1.
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Y=NULL
Y=Y0+e #modelo observado.
Y=as.matrix(Y) ;Y

#Paso 2:DEFINIR RELACION LINEL TEORICO ENTRE LAS REGRESORAS Y LA VBLE RTA

KKK KKK KKK KA KA K KA KKK K

#Paso 4: ESTIMAR LOS PARAMETROS BO,B1, MSE Y R2, Rob, Efi CON CADA UNO DE LOS METODOS DE REGRESION.
vOmatrixRegOLS[j,1:4]1=RegOLS(Y,X)#parametros de OLS

vOmatrixRegGINI[j,1:4]=RegGINI(Y,X)#parametros de GINI
vOmatrixRegLAV[j,1:4]1=RegLAV(Y,X)#parametros de LAV

vOmatrixRegMHuber [j,1:4]=RegMHuber (Y,X)#pardmetros de M Huber
vOmatrixRegMM[j,1:4]1=RegMM(Y,X)#parametros de MM

# Valor P de la prueba de bondad de ajuste

n=nrow (X)

unos=rep(1,n)#crea un vector de unos para poder tener una matriz de 2x2
Xm=cbind (unos,X)# forma una matriz de nx2 con X y el vector de unos
Xc=t (Xm) %*7 (Xm)

# se calcula el estadistico muestral.

B_BOOLS=t (as.matrix(c(vOmatrixRegOLS[j,1],vOmatrixRegOLS[j,2]1)-c(b0,b1)))
B_BOGINI=t (as.matrix(c(vOmatrixRegGINI[j,1],vOmatrixRegGINI[j,2])-c(b0,b1)))
B_BOLAV=t (as.matrix(c(vOmatrixRegLAV[j,1],vOmatrixRegLAV[j,2])-c(b0,b1)))
B_BOMHuber=t (as.matrix(c(vOmatrixRegMHuber[j,1],vOmatrixRegMHuber[j,2])-c(b0,b1)))
B_BOMM=t (as.matrix(c(vOmatrixRegMM[j, 1] ,vOmatrixRegMM[j,2])-c(b0,bl1)))

# estadistico muestral calculado

EstcalOLS = B_BOOLSY%*%XcY%x*%t (B_BOOLS)/s"~2
EstcalGINI=B_BOGINI%x*%Xc%*%t (B_BOGINI)/s~2
EstcalLAV=B_BOLAV/*%Xc%*%t (B_BOLAV) / ((pi/2)*s~2)
EstcalMHuber=B_BOMHuber/*}Xc%*%t (B_BOMHuber) /s~2
EstcalMM=B_BOMMY*%Xc%*%t (B_BOMM) /s~ 2

# se agrega la tltima columna: estadistico muestral
vOmatrixRegOLS[j,5]=EstcalOLS
vOmatrixRegGINI[j,5]=EstcalGINI
vOmatrixRegLAV[j,5]=EstcalLAV

vOmatrixRegMHuber [j,5]=EstcalMHuber
vOmatrixRegMM[j,5]=EstcalMM

otk ok ok ok ok sk sk o ok ok ok sk o ok ok ok sk sk o sk ok ok sk sk sk o ok ok ok sk sk o ok sk sk sk o sk ok ok sk sk sk ok ok sk sk o sk ok sk sk o sk sk sk sk o ok ok
# Escenario 1 de no normalidad y observaciones influyentes.

out=4x*s#magnitud del atipico a 2 desviacién esténdar.

#Dado que X estd ordenado, entonces la Y por defecto tambien lo esta, por ende
#...la dltima comoponente de Y corresponde al valor mayor.
Y[n]=Y0[n]+out#contamina la dltima observacién del modelo observado.

dfit=abs(dffits(1lm(Y"X)))#halla la diferencia entre el modelo observado y el ajustado.
restudent=abs (rstudent (Im(Y~X)))#residuales estudentizados del modelo ajustado por OLS.
while(restudent [n]<2 & dfit[n]<2*sqrt((p+1)/n)){##verifica que haya observaciones influyentes.
out=out+s#aumenta la magnitud del atipico hasta que se vuelve influyente.
Y[n]=Y0[n]+out#actualiza la observaciém.

dfit=abs(dffits(Im(Y"X)))#vuelve a calcular los ddfits.

restudent=abs (rstudent (Im(Y~"X)))

Hfin de while.

Fok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok sk ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok ok ok ok ok ok

#Paso 4: ESTIMAR LOS PARAMETROS BO,B1l, MSE Y R2, Rob, Efi CON CADA UNO DE LOS METODOS DE REGRESION.

vimatrixRegOLS[j,1:4]1=RegOLS(Y,X)#parametros de OLS
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vimatrixRegGINI[j,1:4]=RegGINI(Y,X)#parametros de GINI
vimatrixRegLAV[j,1:4]=RegLAV(Y,X)#parametros de LAV
vimatrixRegMHuber [j,1:4]1=RegMHuber (Y,X)#parametros de M Huber
vimatrixRegMM[j,1:4]=RegMM(Y,X)#parametros de MM

# se calcula el estadistico muestral.

B_BOOLS=t (as.matrix(c(vimatrixRegOLS[j,1],vimatrixRegOLS[j,2])-c(b0,b1)))
B_BOGINI=t (as.matrix(c(vimatrixRegGINI[j,1],vimatrixRegGINI[j,2])-c(b0,b1)))
B_BOLAV=t (as.matrix(c(vimatrixRegLAV[j,1],vimatrixRegLAV[j,2])-c(b0,b1)))
B_BOMHuber=t (as.matrix(c(vimatrixRegMHuber[j,1],vimatrixRegMHuber[j,2])-c(b0,b1)))
B_BOMM=t (as.matrix(c(vimatrixRegMM[j,1],vimatrixRegMM[j,2])-c(b0,b1)))

# estadistico muestral calculado

EstcalOLS = B_BOOLS%*%Xc/*%t (B_BOOLS) /s~2
EstcalGINI=B_BOGINI/x*}%Xc%*%t (B_BOGINI)/s"~2
EstcalLAV=B_BOLAVY*%Xc%*/t (B_BOLAV) / ((pi/2)*s~2)
EstcalMHuber=B_BOMHuber/,*%Xc%*%t (B_BOMHuber) /s~ 2
EstcalMM=B_BOMM/,*%Xc%*%t (B_BOMM) /s~2

# se agregan la tltima columna: estadistico muestral
vimatrixRegOLS[j,5]=EstcalOLS
vimatrixRegGINI[j,5]=EstcalGINI
vimatrixRegLAV[j,5]=EstcalLAV

vimatrixRegMHuber [j,5]=EstcalMHuber
vimatrixRegMM[j,5]=EstcalMM
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# Escenario 2 de no normalidad y observaciones influyentes.
#Dado que X esta ordenado, entonces la Y por defecto tambien lo estd, por ende
#...la dltima comoponente de Y corresponde al valor mayor.

Y[n]=Y0[n]+2*out#contamina la dltima observacién del modelo observado.
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#Paso 4: ESTIMAR LOS PARAMETROS BO,B1, MSE Y R2, Rob, Efi CON CADA UNO DE LOS METODOS DE REGRESION.

v2matrixRegOLS[j,1:4]=RegOLS(Y,X)#parametros de OLS
v2matrixRegGINI[j,1:4]=RegGINI(Y,X)#parametros de GINI
v2matrixRegLAV[j,1:4]1=RegLAV(Y,X)#parametros de LAV
v2matrixRegMHuber [j,1:4]=RegMHuber (Y,X)#parametros de M Huber
v2matrixRegMM[j,1:4]1=RegMM(Y,X)#parametros de MM

# se calcula el estadistico muestral.

B_BOOLS=t (as.matrix(c(v2matrixRegOLS[j,1],v2matrixRegOLS[j,2])-c(b0,b1)))
B_BOGINI=t(as.matrix(c(v2matrixRegGINI[j,1],v2matrixRegGINI[j,2])-c(b0,b1)))
B_BOLAV=t (as.matrix(c(v2matrixRegLAV[j,1],v2matrixRegLAV[j,2])-c(b0,b1)))
B_BOMHuber=t (as.matrix(c(v2matrixRegMHuber[j,1],v2matrixRegMHuber[j,2])-c(b0,b1)))
B_BOMM=t (as.matrix(c(v2matrixRegMM[j, 1] ,v2matrixRegMM[j,2])-c(b0,b1)))

# estadistico muestral calculado

EstcalOLS = B_BOOLSY*%Xc%x*/t (B_BOOLS)/s"2
EstcalGINI=B_BOGINI*%Xc%x*)t (B_BOGINI)/s"2
EstcalLAV=B_BOLAV/,*%Xc%*%t (B_BOLAV) / ((pi/2)*s~2)
EstcalMHuber=B_BOMHuber’*%Xc%*%t (B_BOMHuber) /s"2
EstcalMM=B_BOMM/*%Xc%*%t (B_BOMM) /s"2

# se agregan la tltima columna: estadistico muestral
v2matrixRegOLS[j,5]=EstcalOLS
v2matrixRegGINI[j,5]=EstcalGINI



v2matrixRegLAV[j,5]=EstcalLAV
v2matrixRegMHuber [j,5]=EstcalMHuber
v2matrixRegMM[j,5]=EstcalMM
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# Escenario 3 de no normalidad y observaciones influyentes.

#Dado que X estd ordenado, entonces la Y por defecto tambien lo esta, por ende

#...la dltima comoponente de Y corresponde al valor mayor.

Y[n]=YO0[n]+4*out#contamina la dltima observacién del modelo observado.
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#Paso 4: ESTIMAR LOS PARAMETROS BO, B1, MSE Y R2, Rob, Efi CON CADA UNO DE LOS METODOS DE REGRESION.

v3matrixRegOLS[j,1:4]=RegOLS(Y,X)#pardmetros de OLS
v3matrixRegGINI[j,1:4]1=RegGINI(Y,X)#parametros de GINI
v3matrixRegLAV[j,1:4]1=RegLAV(Y,X)#parametros de LAV
v3matrixRegMHuber [j,1:4]1=RegMHuber (Y,X)#pardmetros de M Huber
v3matrixRegMM[j,1:4]1=RegMM(Y,X)#parametros de MM

# se calcula el estadistico muestral.

B_BOOLS=t (as.matrix(c(v3matrixRegOLS[j,1],v3matrixRegOLS[j,2])-c(b0,b1)))
B_BOGINI=t (as.matrix(c(v3matrixRegGINI[j,1],v3matrixRegGINI[j,2])-c(b0,b1)))
B_BOLAV=t (as.matrix(c(v3matrixRegLAV[j,1],v3matrixRegLAV[j,2])-c(b0,b1)))
B_BOMHuber=t (as.matrix(c(v3matrixRegMHuber[j,1],v3matrixRegMHuber[j,2])-c(b0,b1)))
B_BOMM=t (as.matrix(c(v3matrixRegMM[j, 1] ,v3matrixRegMM[j,2])-c(b0,b1)))

# estadistico muestral calculado

EstcalOLS = B_BOOLSY%*%Xc/%*%t (B_BOOLS)/s"~2
EstcalGINI=B_BOGINI%*%Xc%*%t (B_BOGINI)/s"2
EstcalLAV=B_BOLAVY%x%Xc%*%t (B_BOLAV) / ((pi/2)*s"2)
EstcalMHuber=B_BOMHuber*%Xc%*%t (B_BOMHuber) /s~2
EstcalMM=B_BOMM/,*%Xc%*t (B_BOMM) /s~ 2

# se agregan la tltima columna: estadistico muestral
v3matrixRegOLS[j,5]=EstcalOLS

v3matrixRegGINI[j,5]=EstcalGINI

v3matrixRegLAV[j,5]=EstcalLAV

v3matrixRegMHuber [j,5]=EstcalMHuber

v3matrixRegMM[j,5]=EstcalMM

oKk ok ok ok ok ook ook ok ok ok ook K ok oK o ok oK R ok ok ook o ok oK o ok o sk ok K o ok ook o ok ok o ok ook K ok oK ook ok ok ok ok o ok ook K ok ok ook ok K ok ok o ok ok oK

Ht fin for para N iteraciones
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# Paso 5: CALCULAR LA TENDENCIA CENTRAL (PROMEDIO) DE LOS PARAMETROS EN CADA ESCENARIO

# Escenario O de normalidad

vOParOLS=apply (vOmatrixRegOLS,2,mean)#Valor medio de cada parametro estim con OLS sin atipicos
vOParGINI=apply (vOmatrixRegGINI,2,mean)#Valor medio de cada parametro estim con GINI sin atipicos
vOParLAV=apply(vOmatrixRegLAV,2,mean)#Valor medio de cada parametro estim con LAV sin atipicos
vOParMHuber=apply (vOmatrixRegMHuber,2,mean)#Valor medio de cada parametro estim con M Huber sin atipicos
vOParMM=apply (vOmatrixRegMM, 2 ,mean)#Valor medio de cada parametro estim con MM sin atipicos

# Escenario 1 de no normalidad

v1ParOLS=apply(vimatrixRegOLS,2,mean)#Valor medio de cada parametro estim con OLS

v1ParGINI=apply (vimatrixRegGINI,2,mean)#Valor medio de cada parametro estim con GINI
viParLAV=apply(vimatrixRegLAV,2,mean)#Valor medio de cada parametro estim con LAV
viParMHuber=apply (vimatrixRegMHuber,2,mean)#Valor medio de cada parametro estim con M Huber
viParMM=apply (vimatrixRegMM, 2 ,mean) #Valor medio de cada parametro estim con MM

# Escenario 2 de no normalidad

v2Par0LS=apply(v2matrixRegOLS,2,mean)#Valor medio de cada parametro estim con OLS

v2ParGINI=apply (v2matrixRegGINI,2,mean)#Valor medio de cada parametro estim con GINI
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v2ParLAV=apply(v2matrixRegLAV,2,mean)#Valor medio de cada parametro estim con LAV
v2ParMHuber=apply (v2matrixRegMHuber,2,mean)#Valor medio de cada parametro estim con M Huber
v2ParMM=apply (v2matrixRegMM, 2 ,mean)#Valor medio de cada parametro estim con MM

# Escenario 3 de no normalidad

v3ParOLS=apply(v3matrixRegOLS,2,mean)#Valor medio de cada parametro estim con OLS
v3ParGINI=apply(v3matrixRegGINI,2,mean)#Valor medio de cada parametro estim con GINI
v3ParLAV=apply(v3matrixRegLAV,2,mean)#Valor medio de cada parametro estim con LAV
v3ParMHuber=apply (v3matrixRegMHuber,2,mean)#Valor medio de cada parametro estim con M Huber
v3ParMM=apply (v3matrixRegMM, 2 ,mean)#Valor medio de cada parametro estim con MM

#calculo del valor p en la prueba de bondad de ajuste.

w=100# factor porcentual

vOvalorpOLS=w+ks.test (vOmatrixRegOLS[,5],"pchisq",p+1)$p.value
vOvalorpGINI=w*ks.test (vOmatrixRegGINI[,5],"pchisq",p+1)$p.value
vOvalorpLAV=wxks.test (vOmatrixRegLAV[,5],"pchisq",p+1)$p.value
vOvalorpMHuber=w+ks.test (vOmatrixRegMHuber[,5], "pchisq",p+1) $p.value
vOvalorpMM=w*ks.test (vOmatrixRegMM[,5],"pchisq",p+1)$p.value

vivalorpOLS=w*ks.test (vimatrixRegOLS[,5],"pchisq",p+1)$p.value
vivalorpGINI=w*ks.test (vimatrixRegGINI[,5],"pchisq",p+1)$p.value
vivalorpLAV=wxks.test (vimatrixRegLAV[,5],"pchisq",p+1)$p.value
vivalorpMHuber=w+ks.test (vimatrixRegMHuber[,5],"pchisq",p+1) $p.value
vivalorpMM=uw*ks.test (vimatrixRegMM[,5],"pchisq",p+1)$p.value

v2valorpOLS=w*ks.test (v2matrixRegOLS[,5],"pchisq",p+1)$p.value
v2valorpGINI=w*ks.test(v2matrixRegGINI[,5],"pchisq",p+1)$p.value
v2valorpLAV=wxks.test (v2matrixRegLAV[,5],"pchisq",p+1)$p.value
v2valorpMHuber=wxks.test (v2matrixRegMHuber[,5], "pchisq",p+1) $p.value
v2valorpMM=w*ks.test (v2matrixRegMM[,5],"pchisq",p+1)$p.value

v3valorpOLS=wxks.test (v3matrixRegOLS[,5],"pchisq",p+1)$p.value
v3valorpGINI=w*ks.test (v3matrixRegGINI[,5],"pchisq",p+1)$p.value
v3valorpLAV=wxks.test (v3matrixRegLAV[,5],"pchisq",p+1)$p.value
v3valorpMHuber=wxks.test (v3matrixRegMHuber[,5], "pchisq",p+1)$p.value
v3valorpMM=w*ks.test (v3matrixRegMM[,5],"pchisq",p+1)$p.value

Fok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok sk ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok sk ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok ok sk ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok ok sk ok ok ok ok ok ok ok ok k

# tabla de resultados de intercepto BO
tablaBO[1,1]=vOParOLS[1];tablaB0[1,2]=v1Par0LS[1];tablaB0[1,3]=v2Par0LS[1];tablaBO[1,4]=v3Par0LS[1]
tablaB0[2,1]=vOParGINI[1] ;tablaB0[2,2]=v1ParGINI[1];tablaB0[2,3]=v2ParGINI[1];tablaB0[2,4]=v3ParGINI[1]
tablaB0[3,1]=vOParLAV[1];tablaB0[3,2]=v1iParLAV[1];tablaB0[3,3]=v2ParLAV[1];tablaB0[3,4]=v3ParLAV[1]
tablaB0[4,1]=vOParMHuber [1];tablaB0[4,2]=viParMHuber[1];tablaB0[4,3]=v2ParMHuber[1];tablaB0[4,4]=v3ParMHuber[1]
tablaBO[5,1]=vOParMM[1] ;tablaBO[5,2]=viParMM[1] ;tablaBO[5,3]=v2ParMM[1];tablaB0[5,4]=v3ParMM[1]

# tabla de resultados de coeficiente x1

tablaB1[1,1]=vOParOLS[2] ;tablaB1[1,2]=viPar0OLS[2] ;tablaBi[1,3]=v2Par0LS[2] ;tablaBi[1,4]=v3Par0LS[2]
tablaB1[2,1]=vOParGINI[2];tablaB1[2,2]=v1ParGINI[2];tablaB1[2,3]=v2ParGINI[2];tablaB1[2,4]=v3ParGINI[2]
tablaB1[3,1]=vOParLAV[2];tablaB1[3,2]=v1ParLAV[2];tablaB1[3,3]=v2ParLAV[2];tablaB1[3,4]=v3ParLAV[2]
tablaB1[4,1]=vOParMHuber [2] ;tablaB1[4,2]=viParMHuber [2] ;tablaB1[4,3]=v2ParMHuber [2] ;tablaB1[4,4]=v3ParMHuber [2]
tablaB1[5,1]=vOParMM[2] ;tablaB1[5,2]=viParMM[2] ;tablaB1[5,3]=v2ParMM[2] ;tablaB1[5,4]=v3ParMM[2]

# tabla de resultados de MSE
tablaMSE[1,1]=vOPar0LS[3];tablaMSE[1,2]=v1Par0LS[3];tablaMSE[1,3]=v2Par0LS[3];tablaMSE[1,4]=v3Par0LS[3]
tablaMSE[2,1]=vOParGINI [3] ;tablaMSE[2,2]=v1ParGINI[3] ;tablaMSE[2,3]=v2ParGINI[3];tablaMSE[2,4]=v3ParGINI[3]
tablaMSE[3,1]=vOParLAV[3] ;tablaMSE[3,2]=viParLAV[3] ;tablaMSE[3,3]=v2ParLAV[3];tablaMSE[3,4]=v3ParLAV[3]
tablaMSE[4,1]=vOParMHuber [3] ; tablaMSE[4,2]=viParMHuber [3] ; tablaMSE[4, 3] =v2ParMHuber [3] ; tablaMSE[4,4]=v3ParMHuber [3]
tablaMSE[5,1]=vOParMM[3] ;tablaMSE[5,2]=viParMM[3] ;tablaMSE[5,3]=v2ParMM[3] ;tablaMSE[5,4]=v3ParMM[3]

# tabla de resultados de R2
tablaR2[1,1]=vOParOLS[4];tablaR2[1,2]=v1Par0LS[4];tablaR2[1,3]=v2Par0LS[4];tablaR2[1,4]=v3Par0LS[4]
tablaR2[2,1]=vOParGINI[4] ;tablaR2[2,2]=viParGINI[4] ;tablaR2[2,3]=v2ParGINI[4];tablaR2[2,4]=v3ParGINI [4]
tablaR2[3,1]=vOParLAV[4] ;tablaR2[3,2]=v1ParLAV[4];tablaR2[3,3]=v2ParLAV[4];tablaR2[3,4]=v3ParLAV[4]
tablaR2[4,1]=vOParMHuber [4] ;tablaR2[4,2]=viParMHuber [4] ;tablaR2[4,3]=v2ParMHuber [4] ;tablaR2[4,4]=v3ParMHuber [4]
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tablaR2[5,1]=vOParMM[4] ;tablaR2[5,2]=viParMM[4] ;tablaR2[5,3]=v2ParMM[4] ;tablaR2[5,4]=v3ParMM[4]

tablaVP[1,1]=vOvalorpOLS;tablaVP[1,2]=vivalorpOLS;tablaVP[1,3]=v2valorpOLS;tablaVP[1,4]=v3valorpOLS
tablaVP[2,1]=vOvalorpGINI;tablaVP[2,2]=vivalorpGINI;tablaVP[2,3]=v2valorpGINI;tablaVP[2,4]=v3valorpGINI
tablaVP[3,1]=vOvalorpLAV;tablaVP[3,2]=vivalorpLAV;tablaVP[3,3]=v2valorpLAV;tablaVP[3,4]=v3valorpLAV
tablaVP[4,1]=vOvalorpMHuber;tablaVP[4,2]=vivalorpMHuber;tablaVP[4,3]=v2valorpMHuber;tablaVP[4,4]=v3valorpMHuber
tablaVP[5,1]=vOvalorpMM;tablaVP [5,2]=vivalorpMM;tablaVP[5,3]=v2valorpMM; tablaVP [5,4]=v3valorpMM

tablaEC[1,1]=vOParOLS[5] ;tablaEC[1,2]=viPar0OLS[5] ;tablaEC[1,3]=v2Par0LS[5] ;tablaEC[1,4]=v3Par0LS[5]
tablaEC[2,1]=v0ParGINI[5] ;tablaEC[2,2]=v1ParGINI[5] ;tablaEC[2,3]=v2ParGINI[5] ;tablaEC[2,4]=v3ParGINI[5]
tablaEC[3,1]=vOParLAV[5] ;tablaEC[3,2]=v1ParLAV[5] ;tablaEC[3,3]=v2ParLAV[5] ;tablaEC[3,4]=v3ParLAV[5]
tablaEC[4,1]=vOParMHuber [5] ;tablaEC[4,2]=viParMHuber [5] ;tablaEC[4,3]=v2ParMHuber [5] ;tablaEC[4,4]=v3ParMHuber [5]
tablaEC[5,1]=vOParMM[5] ;tablaEC[5,2]=viParMM[5] ;tablaEC[5,3]=v2ParMM[5] ; tablaEC[5,4]=v3ParMM[5]

if (n==10){
nltablaBO=tablaBO
nltablaBl=tablaB1l
nltablaMSE=tablaMSE
nltablaR2=tablaR2
nltablaEC=tablaEC
nltablaVP=tablaVP

}

if (n==30){
n2tablaBO=tablaBO
n2tablaBl=tablaB1l
n2tablaMSE=tablaMSE
n2tablaR2=tablaR2
n2tablaEC=tablaEC
n2tablaVP=tablaVP

}

if (n==100){
n3tablaBO=tablaBO
n3tablaBl=tablaB1
n3tablaMSE=tablaMSE
n3tablaR2=tablaR2
n3tablaEC=tablaEC
n3tablaVP=tablaVP

}

print(c("obs=", n))
print("Intercepto")

print (tablaB0)

print ("Coeficiente x1")
print(tablaB1)

print ("MSE")

print (tablaMSE)

print ("R2")

print (tablaR2)

print("Valor P")

print (tablaVP)

print ("Estadistico Muestral")
print (tablaEC)

}# fin de for para n (observaciones)

#Graficas de los escenarioskk sk kkkkkkkk

par (mfrow=c(2,2))
plot(X,Y0+e,xlim=c(min(X),1.5*max (X)) ,ylim=c(min(Y) ,max(Y)),
xlab="Variable independiente(X)",ylab="Variable dependiente(Y)")
mtext(side = 3,expression("Esc 0: Normalidad"), line = 1,cex.axis=0.8)
# normalidad
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Yols=nltablaBO[1,1]+nitablaB1[1,1]*X
Ygin=nltablaBO[2,1]+nitablaB1[2,1]*X
Ylav=nitablaBO[3,1]+nltablaB1[3,1]*X
Ymh=n1tablaBO[4,1]+nltablaB1[4,1]*X
Ym=nltablaBO[5,1]+nitablaB1[5,1]*X
points(X,Yols,type="1",col=1)
points(X,Ygin,type="1",col=2)
points(X,Ylav,type="1",col=3)
points(X,Ymh,type="1",col=4)
points(X,Ym,type="1",col=5)
legend("right",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), lty=1,bty="n")

plot(X[1:(n-1)1,Y[1:(n-1)],xlim=c (min(X),1.5*max(X)),ylim=c(min(Y) ,max(Y)),
xlab="Variable independiente(X)",ylab="Variable dependiente(Y)")

mtext(side = 3,expression("Esc 1: Atipico a 4" “sigma), line = 1,cex.axis=0.8)
Yols=nltablaBO[1,2]+nltablaB1[1,2]*X

Ygin=nltablaB0[2,2]+nitablaB1[2,2]*X

Ylav=nlitablaBO[3,2]+niltablaB1[3,2]*X

Ymh=nl1tablaB0[4,2]+nltablaB1[4,2]*X

Ym=niltablaBO[5,2]+nltablaB1[5,2]*X

points(X,Yols,type="1",col=1)

points(X,Ygin,type="1",col=2)

points(X,Ylav,type="1",col=3)

points(X,Ymh,type="1",col=4)

points(X,¥Ym,type="1",col=5)
legend("right",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), lty=1,bty="n")
points(X[n],Y0[n]+out,col="red")

plot(X[1: (n-1)]1,Y[1: (n-1)],xlim=c(min(X),1.5%max (X)) ,ylim=c (min(Y) ,max(Y)),
xlab="Variable independiente(X)",ylab="Variable dependiente(Y)")

mtext(side = 3,expression("Esc 2: Atipico a 8" “sigma), line = 1,cex.axis=0.8)
Yols=nltablaBO[1,3]+nltablaB1[1,3]*X

Ygin=nltablaB0[2,3]+nitablaB1[2,3]*X

Ylav=nitablaBO[3,3]+nitablaB1[3,3]*X

Ymh=n1tablaBO0[4,3]+nltablaB1[4,3]*X

Ym=n1tablaBO[5,3]+nitablaB1[5,3]*X

points(X,Yols,type="1",col=1)

points(X,Ygin,type="1",col=2)

points(X,Ylav,type="1",col=3)

points(X,Ymh,type="1",col=4)

points(X,¥Ym, type="1",col=5)
legend("right",c("0OLS","GINI","LAV","M_HUBER","MM") ,cex=0.8,col=c(1:5), lty=1,bty="n")
points(X[n],Y0[n]+2*out,col="red")

plot(X[1: (n-1)],Y[1: (n-1)],xlim=c(min(X),1.5%max (X)) ,ylim=c (min(Y) ,max(Y)),
xlab="Variable independiente(X)",ylab="Variable dependiente(Y)")

mtext(side = 3,expression("Esc 3: Atipico a 16" “sigma), line = 1,cex.axis=0.8)
Yols=nltablaBO[1,4]+nltablaB1[1,4]*X

Ygin=nltablaBO0[2,4]+nltablaB1[2,4]*X

Ylav=nitablaBO[3,4]+nitablaB1[3,4]*X

Ymh=n1tablaB0[4,4]+nltablaB1[4,4]*X

Ym=nitablaBO[5,4]+nitablaB1[5,4]*X

points(X,Yols,type="1",col=1)

points(X,Ygin,type="1",col=2)

points(X,Ylav,type="1",col=3)

points(X,Ymh,type="1",col=4)

points(X,¥Ym,type="1",col=5)
legend("right",c("0LS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), lty=1,bty="n")
points(X[nl,Y0[n]+4*out,col="red")
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#### Graficas de los coeficientes"

par (mfrow=c(2,3))

ejx=c(1,2,3,4)

# betal para nl

plot(ejx,ylim=c(min(nltablaB0) ,max(nltablaB0)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,nltablaBO[1,],type="0",pch=21,col=1)
points(ejx,nltablaB0[2,],type="0",pch=22,co0l=2)
points(ejx,nltablaB0[3,],type="0",pch=23,co0l=3)
points(ejx,nltablaB0[4,],type="o0",pch=24,col=4)
points(ejx,nitablaB0[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl1:4" sigma),expression("Esc2:8""sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3,expression("Coeficiente" hat(betal[0])~"; n =""10),line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")
# beta0 para n2

plot(ejx,ylim=c(min(n2tablaB0) ,max(n2tablaB0)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n2tablaBO[1,],type="0",pch=21,col=1)
points(ejx,n2tablaB0[2,],type="o0",pch=22,co0l=2)
points(ejx,n2tablaB0[3,],type="0",pch=23,col=3)
points(ejx,n2tablaB0[4,],type="0",pch=24,col=4)
points(ejx,n2tablaB0[5,],type="o0",pch=25,co0l=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Esc1:4" sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3,expression("Coeficiente" hat(betal[0])~"; n =""30), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n"
# betal0 para n3

plot(ejx,ylim=c (min(n3tablaB0) ,max(n3tablaB0)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n3tablaBO[1,],type="0o",pch=21,col=1)
points(ejx,n3tablaB0[2,],type="0",pch=22,co0l=2)
points(ejx,n3tablaB0[3,],type="0",pch=23,c0l=3)
points(ejx,n3tablaB0[4,],type="0",pch=24,col=4)
points(ejx,n3tablaB0[5,],type="0",pch=25,col=5)
axis(1l,at=ejx,lab=c("EscO:Normal",expression("Escl:4" sigma),expression

("Esc2:8""sigma) ,expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext (side = 3,expression("Coeficiente" hat(beta[0])~"; n ="~100),

line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5),

pch=21:25, 1ty=1,bty="n")

# betal para nl

plot(ejx,ylim=c(min(nltablaBl) ,max(nltablaB1)),type="n", axes=F,ann=F)

axis(side=2,las=1)

points(ejx,nltablaB1[1,],type="0",pch=21,col=1)
points(ejx,nltablaB1[2,],type="0",pch=22,co0l=2)
points(ejx,nitablaB1[3,],type="0",pch=23,co0l=3)
points(ejx,nltablaB1[4,],type="o",pch=24,col=4)
points(ejx,nltablaB1[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Esc1:4" sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3,expression("Coeficiente" hat(beta[1])~"; n =""10), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, 1lty=1,bty="n")

# betal para n2
plot(ejx,ylim=c(min(n2tablaB1l) ,max(n2tablaB1)) ,type="n", axes=F,ann=F)
axis(side=2,las=1)

points(ejx,n2tablaB1[1,],type="0",pch=21,col=1)
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points(ejx,n2tablaB1[2,],type="o0",pch=22,co0l=2)

points(ejx,n2tablaB1[3,],type="0",pch=23,co0l=3)

points(ejx,n2tablaB1[4,],type="0",pch=24,col=4)

points(ejx,n2tablaB1[5,],type="o0",pch=25,co0l=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Esc1:4" sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3,expression("Coeficiente" hat(beta[1])~"; n =""30), line = 1,cex.axis=0.8)
legend("left",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n"

# betal para n3

plot(ejx,ylim=c(min(n3tablaBl) ,max(n3tablaBl)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n3tablaB1[1,],type="0",pch=21,col=1)
points(ejx,n3tablaB1[2,],type="0",pch=22,c0l=2)
points(ejx,n3tablaB1[3,],type="0",pch=23,co0l=3)
points(ejx,n3tablaB1[4,],type="0",pch=24,col=4)
points(ejx,n3tablaB1[5,],type="0",pch=25,co0l=5)
axis(1,at=ejx,lab=c("Esc0O:Normal",expression("Escl:4""sigma),expression("Esc2:8" sigma),
expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext(side = 3,expression("Coeficiente" hat(beta[1])~"; n =""100), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n"

par (mfrow=c(2,3))

# mse para nl

plot(ejx,ylim=c(min(nltablaMSE) ,max(nltablaMSE)),type="n", axes=F,ann=F)
axis(side=2,las=1)

points(ejx,nltablaMSE[1,],type="0",pch=21,col=1)
points(ejx,nltablaMSE[2,],type="0",pch=22,co0l=2)
points(ejx,nitablaMSE[3,],type="0",pch=23,col=3)
points(ejx,nltablaMSE[4,],type="0",pch=24,col=4)
points(ejx,nltablaMSE[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Error MSE"~(hat(sigma)“~2)~"; n =""10), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")

# mse para n2

plot(ejx,ylim=c(min(n2tablaMSE) ,max(n2tablaMSE)) ,type="n", axes=F,ann=F)
axis(side=2,las=1)

points(ejx,n2tablaMSE[1,],type="0",pch=21,col=1)
points(ejx,n2tablaMSE[2,],type="0",pch=22,co0l=2)
points(ejx,n2tablaMSE[3,],type="0",pch=23,col=3)

points(ejx,n2tablaMSE[4,] ,type="0",pch=24,col=4)
points(ejx,n2tablaMSE[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Esc1:4" sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Error MSE"~(hat(sigma)“~2)~"; n =""30), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, 1lty=1,bty="n")

# mse para n3

plot(ejx,ylim=c(min(n3tablaMSE) ,max(n3tablaMSE)),type="n", axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n3tablaMSE[1,],type="0",pch=21,col=1)
points(ejx,n3tablaMSE[2,],type="0",pch=22,co0l=2)
points(ejx,n3tablaMSE[3,],type="0",pch=23,col=3)

points(ejx,n3tablaMSE[4,] ,type="0",pch=24,col=4)
points(ejx,n3tablaMSE[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Error MSE"~ (hat(sigma)“~2)~"; n =""100), line = 1,cex.axis=0.8)
legend("left",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")
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# R2 para nil

plot(ejx,ylim=c(min(nltablaR2) ,max(nltablaR2)) ,type="n", axes=F,ann=F)

axis(side=2,las=1)

points(ejx,nltablaR2[1,],type="0",pch=21,col=1)
points(ejx,nltablaR2[2,],type="0",pch=22,col=2)
points(ejx,nltablaR2[3,],type="0",pch=23,co0l=3)
points(ejx,nltablaR2[4,],type="o",pch=24,col=4)
points(ejx,nltablaR2[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Coeficiente""R"27"; n =""10), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")
# R2 para n2

plot(ejx,ylim=c(min(n2tablaR2) ,max(n2tablaR2)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n2tablaR2[1,],type="0",pch=21,col=1)
points(ejx,n2tablaR2[2,],type="0",pch=22,co0l=2)
points(ejx,n2tablaR2[3,],type="o",pch=23,co0l=3)
points(ejx,n2tablaR2[4,],type="0",pch=24,col=4)
points(ejx,n2tablaR2[5,],type="o",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma) ,expression("Esc2:8" sigma),
expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Coeficiente""R"27"; n =""30), line = 1,cex.axis=0.8)
legend("left",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, 1lty=1,bty="n"
# R2 para n3

plot(ejx,ylim=c(min(n3tablaR2) ,max(n3tablaR2)) ,type="n", axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n3tablaR2[1,],type="o",pch=21,col=1)
points(ejx,n3tablaR2[2,],type="0",pch=22,co0l=2)
points(ejx,n3tablaR2[3,],type="0",pch=23,co0l=3)
points(ejx,n3tablaR2[4,],type="o",pch=24,col=4)
points(ejx,n3tablaR2[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4" sigma),expression("Esc2:8""sigma),
expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Coeficiente""R"2""; n =""100), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")

par (mfrow=c(2,3))

# EC para nil

plot(ejx,ylim=c(min(nitablaEC) ,max(nltablaEC)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,nltablaEC[1,],type="0",pch=21,col=1)
points(ejx,nltablakEC[2,],type="0",pch=22,co0l=2)
points(ejx,nltablaEC[3,],type="0",pch=23,co0l=3)
points(ejx,nltablakEC[4,],type="0",pch=24,col=4)
points(ejx,nltablakEC[5,],type="0",pch=25,co0l=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl1:4""sigma),expression("Esc2:8""sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Estadistico"~chi”2™"; n =""10), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")

# EC para n2

plot(ejx,ylim=c (min(n2tablaEC) ,max(n2tablakC)),type="n",axes=F,ann=F)
axis(side=2,las=1)

points(ejx,n2tablaEC[1,],type="o",pch=21,col=1)
points(ejx,n2tablaEC[2,],type="0",pch=22,col=2)
points(ejx,n2tablaEC[3,],type="o0",pch=23,co0l=3)
points(ejx,n2tablaEC[4,],type="0",pch=24,col=4)
points(ejx,n2tablakEC[5,],type="0",pch=25,col=5)
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axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma),expression("Esc2:8""sigma),
expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Estadistico"“chi"2”"; n =""30), line = 1,cex.axis=0.8)
legend("left",c("OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")
# EC para n3

plot(ejx,ylim=c(min(n3tablaEC) ,max(n3tablaEC)) ,type="n", axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n3tablaEC[1,],type="0",pch=21,col=1)
points(ejx,n3tablaEC[2,],type="o0",pch=22,c0l=2)
points(ejx,n3tablaEC[3,],type="0",pch=23,co0l=3)
points(ejx,n3tablakEC[4,],type="0",pch=24,col=4)
points(ejx,n3tablaEC[5,],type="0",pch=25,co0l=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Esc1:4" sigma),expression("Esc2:8" sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Estadistico"“chi"2”"; n =""100), line = 1,cex.axis=0.8)
legend("left",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, lty=1,bty="n")

# Vp para nl

plot(ejx,ylim=c(min(nitablaVP) ,max(nltablaVP)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,nitablaVP[1,],type="0",pch=21,col=1)
points(ejx,nltablaVP[2,],type="o0",pch=22,co0l=2)
points(ejx,nltablaVP[3,],type="0",pch=23,col=3)
points(ejx,nltablaVP[4,],type="0",pch=24,col=4)
points(ejx,nltablaVP[5,],type="o0",pch=25,co0l=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Esc1:4""sigma),expression("Esc2:8" sigma),
expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Valor-p ajuste"“chi[2]°2""; n =""10), line = 1,cex.axis=0.8)
legend("right",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, 1lty=1,bty="n")
# Vp para n2

plot(ejx,ylim=c (min(n2tablaVP) ,max(n2tablaVP)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n2tablaVP[1,],type="o0",pch=21,col=1)
points(ejx,n2tablaVP[2,],type="0",pch=22,co0l=2)
points(ejx,n2tablaVP[3,],type="0",pch=23,c0l=3)
points(ejx,n2tablaVP[4,],type="0",pch=24,col=4)
points(ejx,n2tablaVP[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma),expression("Esc2:8" sigma),
expression("Esc3:16" sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Valor-p ajuste"“chi[2]°2""; n =""30), line = 1,cex.axis=0.8)
legend("right",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, 1lty=1,bty="n")
# Vp para n3

plot(ejx,ylim=c (min(n3tablaVP) ,max(n3tablaVP)),type="n",axes=F,ann=F)

axis(side=2,las=1)

points(ejx,n3tablaVP[1,],type="o",pch=21,col=1)
points(ejx,n3tablaVP[2,],type="0",pch=22,co0l=2)
points(ejx,n3tablaVP[3,],type="0",pch=23,c0l=3)
points(ejx,n3tablaVP[4,],type="o",pch=24,col=4)
points(ejx,n3tablaVP[5,],type="0",pch=25,col=5)
axis(1,at=ejx,lab=c("EscO:Normal",expression("Escl:4""sigma),expression("Esc2:8""sigma),
expression("Esc3:16""sigma)),cex.axis=0.8,las=1)

mtext(side = 3, expression("Valor-p ajuste"“chi[2]°2”"; n =""100), line = 1,cex.axis=0.8)
legend("right",c("0OLS","GINI","LAV","M_HUBER","MM"),cex=0.8,col=c(1:5), pch=21:25, 1lty=1,bty="n")

# dendograma con cluster del MSE

require(graphics)

par (mfrow=c(2,2))
hc<-hclust (dist (nltablaMSE,method="euclidean"))
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plot(hc,labels=rownames(nltablaMSE), ann = F)
mtext(side = 2, "Distancia Euclidiana", line = 3)
title(xlab="a) Cluster de métodos segin su MSE para n=10")

hc<-hclust (dist (n2tablaMSE,method="euclidean"))
plot(hc,labels=rownames(n2tablaMSE), ann = F)

mtext(side = 2, "Distancia Euclidiana", line = 3)
title(xlab="b) Cluster de métodos segin su MSE para n=30")

hc<-hclust(dist (n3tablaMSE,method="euclidean"))
plot(hc,labels=rownames(n3tablaMSE), ann = F)

mtext(side = 2, "Distancia Euclidiana", line = 3)
title(xlab="c) Clister de métodos segin su MSE para n=100")
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