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Resumen 

Desarrollo de sistema experto para análisis de fallas en ejes basado en redes neuronales 

El presente trabajo se trata sobre el desarrollo de un sistema experto basado en redes 
neuronales para clasificar modos de falla. En su contenido, menciona los aspectos preliminares 
básicos de antecedentes nacionales e internacionales sobre sistemas expertos para análisis de 
fallas. Además, presenta unos aspectos básicos relacionados con análisis de fallas post mortem 
para ejes de maquinaria, y con redes neuronales. Posteriormente incorpora una metodología 
propuesta para la construcción de tres motores de inferencia basados en redes neuronales de 
perceptrón multicapa, redes neuronales profundas, y redes neuronales recurrentes con capas 
de memoria de corto y largo plazo. Dichos motores de inferencia para ser implementados en 
un sistema experto para diagnóstico de modos de falla en ejes. 

Posteriormente, se presentan los resultados obtenidos de dichos motores de inferencia, al ser 
probados con unos casos reales. Un análisis de resultados, donde se analiza el desempeño de 
estos motores y una comparación de los mismos; entre ellos mismos, y los resultados 
obtenidos en los trabajos previos desarrollados en la universidad nacional qué fueron 
implementados con motores de inferencia bayesiana, inferencia clásica y lógica difusa. Donde 
se encontró un impacto negativo relacionado con la creación de casos sintéticos en el 
desempeño global de los modelos programados. Esto en comparación con el desempeño de 
trabajos previos desarrollados en la Universidad Nacional de Colombia donde se usaron datos 
reales para el entrenamiento. Esto siendo particularmente relevante para casos de modos de 
falla con bajas frecuencias de aparición. 

En general, los modelos programados presentaron una tasa de aciertos comprendida en un 
rango del 40% hasta un máximo de 63%. Sin embargo, si se identificó una diferencia en la 
calidad de las predicciones basado en la probabilidad promedio de coincidencia con los modos 
de falla correctos valorados por el criterio humano experto, obteniendo mejoras absolutas 
cercanas en algunos casos al 10%. 

Sobre el desempeño de los modelos, puede decirse que tuvieron un mejor comportamiento 
global que las redes bayesianas de tipo enumeración, eliminación de variables, y ȰMetropolis-
Hastingsȱ del documento [3], pero inferiores a la red bayesiana implementada en el documento 
[2]  considerando las cuatro familias de modos de falla: fractura, deformación, corrosión, y 
desgaste. 

Finalmente, se presentan unas conclusiones, y recomendaciones, en relación con la 
metodología desarrollada, el análisis de resultados, y los recursos computacionales. Así 
mismo, unos anexos donde se listan las librerías de Python con las cuales se desarrolló este 
proyecto. 

Palabras clave: análisis de fallas, redes neuronales, perceptrón multicapa, redes 
neuronales profundas, redes neuronales recurrentes, sistema experto .  
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Abstract  

Development of a neural network -based expert system for shaft failure analysis  

This study focuses on the development of an expert system based on neural networks for fault 
mode classification. It begins by addressing fundamental preliminary aspects, including 
national and international background on expert systems for failure analysis. Additionally, it 
covers basic concepts related to post-mortem failure analysis in machinery shafts and neural 
networks. Subsequently, a proposed methodology is introduced for constructing three 
inference engines based on multilayer perceptron neural networks, deep neural networks, 
and recurrent neural networks with long short-term memory layers. These inference engines 
are designed to be implemented in an expert system for diagnosing fault modes in shafts. 
 
Following this, the results obtained from these inference engines are presented, tested using 
real-world cases. A results analysis is conducted, evaluating the performance of these engines 
and comparing them among themselves, as well as against previous studies conducted at the 
National University, which employed Bayesian inference engines, classical inference, and 
fuzzy logic. A negative impact was identified concerning the use of synthetic cases on the 
overall performance of the programmed models, particularly when compared to previous 
studies at the National University of Colombia that utilized real training data. This was 
especially relevant for fault modes with low occurrence frequencies. 
 
Overall, the programmed models achieved an accuracy rate ranging from 40% to a maximum 
of 63%. However, a difference in prediction quality was observed based on the average 
probability of matching the correct fault modes, as assessed by expert human judgment, with 
absolute improvements in some cases nearing 10%. 
 
Regarding model performance, the neural networks exhibited better overall behavior than the 
enumeration-based, variable elimination, and Metropolis-Hastings Bayesian networks from 
reference [3], but underperformed compared to the Bayesian network implemented in 
reference [2], considering the four families of fault modes: fracture, deformation, corrosion, 
and wear. 
 
Finally, conclusions and recommendations are provided concerning the developed 
methodology, results analysis, and computational resources. Appendices are also included, 
listing the Python libraries used in this project. 
 
Keywords: failure analysis, neural networks, multilayer perceptron, deep neural 
networks, recurrent neural networks, expert system.  
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fdff  Fractura dúctil a flexión 
tdf  Fractura dúctil a torsión 

twdf  Fractura dúctil en pared delgada a flexión 
fddf  Fractura dúctil en pared delgada a torsión 
bfb  Fractura frágil a flexión 
tbf  Fractura frágil a torsión 

sccub Fractura por corrosión esfuerzo a flexión 
tscc Fractura por corrosión esfuerzo a torsión 
bcf Fractura por corrosión fatiga a flexión 
tcf Fractura por corrosión fatiga a torsión 
bff  Fractura por fatiga a flexión 
tff  Fractura por fatiga a torsión 

tffss  Fractura por fatiga a torsión en concentradores de esfuerzo 
pc Corrosión por picadura 
ur  Corrosión uniforme 

dkws  Daño en estrías o chavetero 
abw Desgaste abrasivo 
adw Desgaste adhesivo 

sf Fatiga superficial 
bpf  Flujo plástico a flexión 
tpf  Flujo plástico a torsión 
lu  Ludimiento 

sbub Pandeo de lámina a flexión 
sbut  Pandeo de lámina a torsión 

 
Abreviaturas para características  de las falla s 

Abreviatura  Término  
mPa Marcas de playa 
mRa Marcas radiales 
mRc Marchas Ratchet 
aGr Apariencia granular 
aTe Apariencia tersa 
aFd Apariencia desgarrada o fibrosa 
dZft  Superficie de fractura con dos zonas de diferente textura 
fTr  Fractura transversal 

fD45  Fractura diagonal a 45° o inicio longitudinal 
fPe45 Fractura transversal con grietas radiales a 45° en unión 
dPdre  Deformación plástica en dirección y sentido de la rotación 

sDef Sin deformación plástica 
rCo Residuos de corrosión 
aCo Ambiente corrosivo en operación 
tCo Torque constante en operación 
Tva Torque variable en operación 

dPfd Deformación plástica a flexión o doblado 
ePg Eje macizo o tubular de pared gruesa 
ePd Eje tubular de pared delgada 
aBr Aspecto abrillantado 
dHo Daño homogéneo 
dLo Daño localizado 
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Abreviatura  Término  

dEcd Deformación en estrías, o chaveteros; o adelgazamiento en dientes 
gSu Grietas superficiales 
sFr Hay separación en dos o más piezas del eje 

mSf Modificación superficial 
pLc Picaduras localizadas 
rSu Rayones superficiales 

rCdc Residuos de corrosión, depósitos o cambios de color 
eFu Signos de fusión de material en el eje, o de alta temperatura 

tArr  Transferencia de material o arrastre 
zP Zona de ajuste prieto 

 

Abreviaturas para los criterios de validación  
Abreviatura  Término  

iAp  Índice de acuerdo entre humanos 
k Índice kappa 

kw  Índice kappa ponderado 
iAr  Relación de índice de acuerdo 

S Índice de sensibilidad 
fn  Índice de falsos negativos 
E Índice de especificidad 

P+ Índice predictivo positivo 
P- Índice predictivo negativo 

ROC Área bajo la curva 

 

 

 

 

 

 

 

 

 

 

 



 

Introducción  

Dentro de la Universidad Nacional de Colombia, se han desarrollado previamente unos 
trabajos [2], y [3], donde se implementaron motores de inferencia bayesiana, inferencia 
clásica, e inferencia por lógica difusa para el análisis de fallas en ejes de maquinaria. En dichos 
trabajos se identificó el potencial de la inteligencia artificial para clasificar modos de falla post 
mortem en ejes con un nivel de exactitud variable en un rango entre el 70% y el 100%. 

En aras de continuar con el desarrollo de sistemas de este tipo, se consultaron documentos 
académicos relacionados con el análisis de fallas, e implementación de algoritmos de 
inteligencia artificial  para hacer estos análisis. Donde se identificó un amplio espectro de 
distintos sistemas. Sin embargo, ninguno de los documentos analizados presentaba un alcance 
enfocado al análisis de fallas post mortem. Siendo así, este trabajo pretende implementar tres 
motores de inferencia independientes, donde cada uno de ellos está basado en redes 
neuronales de distinto tipo, la implementación de una interfaz gráfica para configurar un 
sistema experto, y la comparación del desempeño de los tres modelos distintos, y la 
comparación entre los modelos de inferencia bayesiana presentados en los trabajos [2], y [3]. 

El presente documento presenta un marco teórico básico para el desarrollo de un sistema 
experto en clasificación de modos de falla para ejes de maquinaría. En este caso, basado en 
redes neuronales. Particularmente, se plantearon diseños de algoritmos de perceptrón 
multicapa, redes neuronales profundas, y redes neuronales recurrentes tipo LSTM.  

En el marco teórico se delimitan unas familias de modos de falla asociados con ejes de 
maquinaría. Donde se establece las familias de modos de falla comunes para este tipo de 
elementos. Estas familias de modos de falla están asociadas con fractura, desgaste, corrosión, 
y deformación. Cada una de estas familias tiene sus propias subdivisiones, donde puede llegar 
a darse combinaciones sinérgicas entre distintos mecanismos de falla asociados a modos de 
falla en particular. 

Dentro del marco teórico, también se presenta una introducción a la composición de las redes 
neuronales, la naturaleza de su funcionamiento, y los tipos particulares de redes neuronales 
implementadas para el desarrollo del sistema experto presentado acá. También una breve 
descripción de los sistemas expertos, sus alcances y limitaciones. 

Metodológicamente, se presentan los pasos propuestos para el desarrollo del sistema experto. 
Empezado por la organización de la información. Particularmente, en este trabajo se partió de 
una matriz donde se establecieron 32 características independientes asociadas a modos de 
falla. La combinación de cada una de dichas características estaba asociada a un total de 24 
modos de falla. El conjunto de casos con los cuales se partió al inicio de este trabajo estaba 
compuesto por 280 casos, con 24 modos de falla distintos. En ese sentido, el sistema experto 
propuesto está limitado por ese universo de casos. 

Sin embargo, dichos 280 casos no se encontraban listados individualmente. De hecho, se 
obtuvieron de una matriz de frecuencias relativas. Es decir, para un número determinado de 
casos asociados a un modo de falla particular, se identificaron las frecuencias relativas de cada 
una de las características asociadas a dicho modo de falla particular. En función de eso, 
metodológicamente se calculó la probabilidad de ocurrencia de cada característica para 
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determinar así la ocurrencia o no de cada característica individual. De manera que, como datos 
de origen, se crearon 1032 casos sintéticos individuales basados en la probabilidad de 
ocurrencia de una característica relativa a cada modo de falla. Para evitar desbalances 
asociados a bajas ocurrencias de modos de falla, se decidió normalizar todos los modos de falla 
al número máximo de ocurrencias del modo de falla más frecuente (43 casos). 

La metodología continúa definiendo unas arquitecturas fijas (número de capas fijo) y variables 
(número de capas variable) de las redes neuronales propuestas. En donde, se definió una 
estrategia para optimización de hiperparámetros basada en búsqueda aleatoria, y validación 
cruzada. Los hiperparámetros qué se buscaron optimizar fueron: número de neuronas, 
funciones de activación, Ȱdropoutȱ o desconexión aleatoria, tasa de aprendizaje, y ȰÂÁÔÃÈ ÓÉÚÅȱ1. 

Posterior a la obtención de los resultados de la optimización de hiperparámetros, se 
entrenaron los modelos óptimos encontrados. Dichos modelos óptimos encontrados 
conformaron los motores de inferencia integrados a una interfaz gráfica qué permite recopilar 
información desde un usuario, sobre las 32 características de falla. Posterior a la recolección 
de dicha información, el sistema experto proporciona como resultados la probabilidad de 
ocurrencia de un modo de falla, listando el conjunto de los 24 modos de falla, y la respectiva 
probabilidad asociada a cada modo de falla. 

Luego, una sección de análisis de resultados, en donde se indica qué computacionalmente, no 
se evidenció beneficio aparente o significativo en el robustecimiento de la búsqueda de 
hiperparámetros. Por su parte, los tres tipos de redes neuronales distintas no mostraron una 
diferencia significativa en cuento a su desempeño, durante las etapas de validación, y 
entrenamiento. Sin embargo, ya en las pruebas con caos reales, mostraron diferencias en su 
asertividad. 

Por último, se tienen las conclusiones y recomendaciones en donde, se presentan unos 
hallazgos relacionados con el análisis de resultados, así como unas recomendaciones asociadas 
con la implementación computacional, la parte metodológica, y los resultados obtenidos. 

 

 

 
 

1 El ȰÂÁÔÃÈ ÓÉÚÅȱ no se optimizó propiamente como un hiper parámetro a buscar. Sin embargo, se 
probaron todos los modelos con distintos tamaños para identificar cual era el tamaño óptimo. Por otro 
lado, para las arquitecturas variables, a los hiperparámetros mencionados también se agregó el número 
de capas. 
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1. %ÎÆÏÑÕÅ ÂÜÓÉÃÏ Ù ÁÎÔÅÃÅÄÅÎÔÅÓ 

El contexto industrial  colombiano suele tener un enfoque reactivo en relación con el 
entendimiento de las fallas presentadas en elementos mecánicos. Es poco usual llegar hacer 
procesos de ingeniería inversa, o inclusive pruebas de laboratorio (ensayos destructivos, y no 
destructivos) para diagnosticar con rigurosidad los modos de falla que se presentan en 
diversos componentes mecánicos. 

Particularmente, los ejes de transmisión de potencia suelen ser elementos de alto costo y, por 
lo tanto, las fallas de estos pueden significar pérdidas económicas significativas para una 
empresa. Considerando el ámbito de la industria nacional, los análisis de fallas para 
determinar las casusas raíces físicas, no siempre son alternativas viables. 

Si bien es cierto qué, son muchos los casos de análisis de fallas qué llegan a los laboratorios, 
estos casos siguen siendo una fracción pequeña del total de las fallas que se presentan en el 
escenario nacional. De existir sistemas expertos para apoyar en la identificación de 
diagnósticos acertados para los modos de falla, este número de fallas no diagnosticadas podría 
reducirse significativamente.  

Para llegar a ese punto, se considera necesario entender qué son los sistemas expertos. Los 
sistemas expertos, son algoritmos programados por algún tipo inteligencia artificial (lógica 
difusa, inferencia clásica, redes bayesianas, redes neuronales, etc). Estos sistemas cómo 
mínimo cuentan con: i)  una información base (base de datos); ii)  un o unos motores de 
inferencia (algoritmos de programación); y, iii) una interfaz gráfica o de usuario [4] [50] . 

Así, los sistemas expertos permiten recibir  una información de un usuario, procesar dicha 
información del usuario, y pueden emitir unos resultados qué servirían de guía en un proceso 
de toma de decisiones. De no existir un sistema experto, estos resultados serían obtenidos 
únicamente de personas competentes y/o expertas en la temática particular, qué no siempre 
están disponibles. 

Algunos ejemplos de sistemas expertos en distintas áreas del conocimiento pueden ser: MYCIN 
(sistema de diagnóstico médico desarrollado en los años ρωχπȭÓ ÐÁÒÁ ÄÉÁÇÎÏÓÔÉÃÁÒ 
enfermedades infecciosas y recomendar tratamientos antibióticos), PROSPECTOR (sistema 
desarrollado para la industria extractivista y la exploración de yacimientos qué se basa en 
datos geológicos); y, DENDRAL que es un sistema experto para asistencia en la identificación 
de estructuras moleculares desconocidas, y que se basa en datos de espectrometría de masas 
[50] . 

1.1 Antecedentes  nacionales  

A nivel institucional, en la Universidad Nacional de Colombia, en la Sede Bogotá, se han 
desarrollado distintas metodologías para probar sistemas expertos en el campo de análisis de 
fallas de componentes mecánicos. 
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1.1.1 Inferencia clásica, l ógica difusa, y redes bayesianas  

En el año 2013, Moreno-Gómez [2] desarrolló un sistema experto para diagnosticar fallas en 
componentes mecánicos generales. En este trabajo, se implementaron tres motores de 
inferencia: inferencia clásica, inferencia por lógica difusa, e inferencia por redes bayesianas. El 
propósito de estos motores se centró en la evaluación de fallas relacionadas con fractura, 
deformación (flujo plástico), desgaste, y corrosión,  

Según los resultados de Moreno-Gómez, el motor de inferencia clásica para el análisis de 
desgaste, corrosión, y flujo plástico; tuvo un índice de acuerdo del oscilante entre el 70-100%, 
un índice kappa oscilante entre 62-100%, una sensibilidad entre el 75-100%, y un ROC entre 
83,1-100%. Esto corresponde a una concordancia adecuada entre el resultado del sistema 
experto, y las conclusiones de un experto humano. Sin embargo, en el caso del análisis de 
fractura, tuvo un índice de acuerdo de 37.5%, y una kappa de 30,1%, una sensibilidad de 
36.4%, y un ROC de 67.0% lo que indica una alta varianza entre el motor de inferencia clásica, 
y el criterio del experto humano [2] .  

Para el caso del motor de inferencia de lógica difusa. Para el análisis de desgaste, corrosión, y 
flujo plástico; tuvo un comportamiento superior al motor de inferencia clásica en relación con 
el índice de acuerdo de 100%, un índice kappa de 100%, una sensibilidad de 100%, y el ROC 
de 100%. Sin embargo, en el caso del análisis de fractura, se presentó una mejora con un índice 
de acuerdo de 50%, y una kappa de 42.6%, una sensibilidad de 46.4%, y un ROC de 79.1% lo 
que indica un desempeño superior en comparación con el motor de inferencia clásica [2] . 

Finalmente, Moreno-Gómez implementó un motor de redes bayesianas. Para el análisis de 
desgaste, corrosión, y flujo plástico; tuvo un comportamiento idéntico al motor de inferencia 
por lógica difusa. Sin embargo, en el caso del análisis de fractura, los resultados mostraron una 
mejora significativa con un índice de acuerdo de 87.5%, y una kappa de 84.1%, una 
sensibilidad de 88.3%, y un ROC de 92.9% lo que indica una mejora considerable en 
comparación con los dos motores de inferencia descritos previamente [2] . 

En términos generales, el motor de inferencia por redes bayesianas se destacó por ser la mejor 
alternativa para funcionar como un sistema experto. 

De acuerdo con los resultados obtenidos por Moreno-Gómez, se encontró interesante el 
desarrollo de un modelo basado en inferencia por redes bayesianas. En el año 2019, Mappe-
Rojas [3] presentó un desarrollo con tres algoritmos distintos de inferencia bayesiana para 
formar un sistema experto de análisis de modos de falla. Particularmente en este caso, para 
ejes de transmisión de potencia. 

1.1.2 Algoritmos de r edes bayesianas: enumeración, eliminación de 
variables, y metrópolis -hasting   

El trabajo desarrollado por Mappe-Rojas [3] , consistió en evaluar el desempeño de la 
inferencia bayesiana implementada como un sistema experto. La misión de este sistema es la 
identificación de modos de falla en ejes. Este sistema experto compara tres motores de 
inferencia: dos métodos exactos (enumeración y eliminación de variables) y un método 
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aproximado (Metropolis-Hastings). Este trabajo evaluó nuevamente las fallas clasificadas 
cómo: fractura, deformación (flujo plástico), desgaste, y corrosión. 

Según los resultados de dicho trabajo, el motor de inferencia exacta por enumeración para el 
análisis de desgaste, corrosión, y flujo plástico; tuvo un índice de acuerdo 64.7%, un índice 
kappa 60.6%, una sensibilidad de 45.3%, y un ROC 70.8%. Esto corresponde a una 
concordancia aceptable entre el resultado del sistema experto, y las conclusiones de un 
experto humano. Sin embargo, en el caso del análisis de fractura, tuvo un índice de acuerdo 
de 53.6%, y un índice kappa de 46.9%, una sensibilidad de 29.8%, y un ROC de 51.4%, lo que 
indica una alta varianza entre el motor de inferencia por enumeración, y el criterio del experto 
humano [3] .  

Para el caso del motor de inferencia exacta por eliminación de variables. En el análisis de 
desgaste, corrosión, y deformación; tuvo un comportamiento con el índice de acuerdo de 
64.7%, un índice kappa de 60.6%, una sensibilidad de 45.3%, y el ROC de 70.8%. Sin embargo, 
en el caso del análisis de fractura, se presentó un índice de acuerdo de 53.6%, un índice kappa 
de 46.9%, una sensibilidad de 29.8%, y un ROC de 51.4% [3] . 

Finalmente, Mappe-Rojas implementó un motor de inferencia aproximada basado en 
Metropolis-Hastings, en este caso particular con un algoritmo optimizado para variables 
binarias, conocido como Ȱ"ÉÎÁÒÙ ÍÅÔÒÏÐÏÌÉÓȱ. Para el análisis de desgaste, corrosión, y flujo 
plástico; la mejor combinación de iteraciones (Bm 500-3000) tuvo un comportamiento con un 
índice de acuerdo de 66.2%, un índice kappa de 62.1%, una sensibilidad de 43%, y un ROC de 
69.8%. Sin embargo, en el caso del análisis de fractura, la mejor combinación de iteraciones 
(Bm 500-1000) indicó un índice de acuerdo de 50.0%, un índice kappa de 43.2%, una 
sensibilidad de 35.3%, y un ROC de 54.3% [3] .  

1.2 Antecedentes internacionales  

Los sistemas expertos programados por redes neuronales tienen la facultad de aprender 
conceptos nuevos e incorporarlos a los análisis que estos realizan. Lo anterior, en 
contraposición con otros sistemas de inteligencia artificial como lo son las redes bayesianas, 
sistemas de lógica difusa y sistemas de inferencia clásicos. 

Las redes neuronales no obedecen a procesos probabilísticos o rutas de trabajo de respuestas 
condicionales. Por el contrario, las redes neuronales se inspiran en el funcionamiento de las 
neuronas y sus redes cerebrales. Por otro lado, en el campo del análisis de fallas de 
componentes mecánicos, la evaluación de condiciones de fallas puede establecerse con base 
en preguntas acertadas, y así es posible identificar  el modo de falla post mortem2 en un 
elemento mecánico. 

En la revisión bibliográfica, el documento de los autores Samanta-Balushi [20], presentó tres 
algoritmos diferentes de redes neuronales artificiales ANN; (1) perceptrón multicapa, función 

 
 

2 La condición post mortem, indica que el elemento mecánico falló, o perdido su capacidad funcional. Es 
decir, la pieza se encuentra: rota o fracturada, deformada, corroída, desgastada, u otras alteraciones. 
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de base radial (RBF), red neuronal probabilística (PNN). Dichas redes, configuradas para la 
detección de fallas en rodamientos en servicio. Estas redes, toman unas señales de vibración 
en el dominio del tiempo en maquinaria rotativa en rodamientos buenos, y defectuosos. Dichas 
señales se usan como señal de entrada a cada uno de los algoritmos, y pueden reconocer un 
estado normal y un estado de falla. Los resultados experimentales demostraron que los 
criterios de evaluación son buena fuente de información para programar las redes neuronales. 

Por otro lado, Saravan, 2010 [22] propone un método de diagnóstico de fallas para trenes de 
engranajes, utilizando una red neuronal artificial y un Ȱ0ÒÏØÉÍÁÌ ÓÕÐÐÏÒÔ ÖÅÃÔÏÒ ÍÁÃÈÉÎÅȱ 
(PSVM) característicos de onda corta. El documento menciona la clasificación de los vectores 
característicos de coeficientes de onda corta (wavelet) de Morlet usando el algoritmo J48. 
También indica que las características predominantes se usan como señal de alimentación 
para el entrenamiento de la ANN, y el PSVM. Con esto, compara su asertividad relativ a en 
clasificación de fallas en un tren de engranajes cónicos. 

Otro documento, específicamente el de los autores Chen, Zhou, [12], presenta un modelo que 
delimita la órbita de rotación en un eje. Se basa en las características geométricas compresivas 
(CGC), y PNN para el diagnóstico de fallas en maquinaría de generación hidráulicas. Para dicha 
delimitación, usa tres modelos matemáticos que representan la órbita de eje. Estos están 
basados en variables; estructura, región y frontera. Dichos modelos se incorporan en un único 
modelo con un vector de características que se integra con información obtenida por 
reconocimiento de imágenes. La red neuronal actúa como clasificador de fallas. Los resultados 
empíricos aplicados en 800 muestras reflejaron resultados adecuados en el diagnóstico de 
fallas para unidades de generación hidráulica. 

Por otro lado, el documento presentado por Wang, Lu, [31] presentan una metodología de 
diagnóstico de tipo ȰÐÁÒÔÉÃÌÅ Ó×ÁÒÍ ÏÐÔÉÍÉÚÁÔÉÏÎ ÂÁÓÅÄ ÓÅÌÅÃÔÉÖÅ ÅÎÓÅÍÂÌÅ ÌÅÁÒÎÉÎÇȱ (PSOSEN) 
que utiliza aprendizaje integrado con PNN diferenciadas. Dicho método, sustrae señales de 
vibración en frecuencia y tiempo. Usando ȰÁÄÁÐÔÉÖÅ ÐÁÒÔÉÃÌÅ Ó×ÁÒÍ ÏÐÔÉÍÉÚÁÔÉÏÎȱ (APSO) 
procesa dichas las señales de vibración para generar vectores de características individuales 
con unas señales de unos Ȱpesosȱ los cuales se ordenan en una matriz luego de aplicar una 
transformación lineal. %Ì ÍïÔÏÄÏ ÄÅ Ȱ3ÉÎÇÕÌÁÒ 6ÁÌÕÅ $ÅÃÏÍÐÏÓÉÔÉÏÎȱ SVD se aplica a dicha 
matriz. Este documento incluye pruebas experimentales comparativas que indican una 
efectividad para diagnosticar fallas en maquinaria rotativa. Incluyendo variaciones en las 
condiciones de trabajo y diferentes grados de severidad. 

Ahora bien, el documento desarrollado por Liu, Zhou, [23] presenta una red neuronal artificial 
recurrente (RNN) para diagnóstico de fallas en rodamientos. La red indicada se clasifica como 
un Ȱautoencoderȱ. En esta metodología, las respuestas oscilatorias asociadas a distintas 
frecuencias vibracionales en los rodamientos se predicen a partir de la unidad recurrente 
cerrada (GRU) basada en un Ȱautoencoderȱ para reducción de ruido no lineal. Los resultados 
reportados por este documento muestran que el método alcanza una asertividad adecuada, 
siendo robusto y preciso. 

Otro artículo revisado, específicamente el documento Hoang, Kang, [26] propone un método 
de diagnóstico de fallas en rodamientos basado en redes neuronales convolucionales 
profundas (DCNN). Como entrada usa las señales vibracionales directamente. Este diseño 
permite un sistema automático para diagnóstico de fallas, el cual no necesita una extracción 
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de datos. Los resultados sugieren una exactitud adecuada, inclusive en entornos con ruido o 
distorsiones significativas. 

En el caso propuesto por Zhu, Peng, [25], indica una red neuronal convolucional de cápsulas 
con un bloque inicial, y una rama de regresión. Se transforman unas señales unidimensionales 
en gráficos de tiempo-frecuencia, y estos gráficos se usan como entrada para la red neuronal. 
Las capas convolucionales extraen información, y el bloque de inicio ajusta la no linealidad de 
la cápsula. 

Wu, Jiang, [27], presenta un sistema de red neuronal artificial convolucional CNN capaz de 
aprender características de unas entradas directas asociadas a vibraciones, e interpretar estas 
entradas. Este proceso valida la asertividad del método en condiciones de operación 
transitorias y para varios sistemas mecánicos. Presenta también como resultado que, una red 
convolucional de una dimensión (1-DCNN) tiene el mejor desempeño en evaluaciones para 
cajas de cambios, y en trenes planetarios. 

El documento presentado por Zhao, Wang, [29] habla sobre una forma de diagnóstico de fallas 
en rodamientos, específicamente en cajas de engranajes planetarios, utilizando el método 
Ȱ3ÙÎÃÈÒÏÓÑÕÅÅÚÉÎÇ ÔÒÁÎÓÆÏÒÍȱ (SST) y una DCNN que monitorea fallas en rodamientos de cajas 
planetarias. El sistema calcula la envolvente de vibraciones del sistema con transformada de 
Hilbert y SST. Posteriormente. la DCNN toma las características derivadas de las 
representaciones tiempo-frecuencia, permitiendo encontrar unos tipos de fallas, reconociendo 
automáticamente tipos de fallas en rodamientos de cajas planetarias. Evita diagnósticos 
equivocados, e ignorados en bibliografía anterior. Los resultados reportados tienen exactitud 
superior al 98,3% en el diagnóstico de fallas. 

Para sistemas de monitoreo en ȰBogiesȱ (bastidor donde se disponen las ruedas, y que se 
soporta un vagón), se emplean redes neuronales, profundas, recurrentes, y convolucionales, 
así como variaciones de las mismas. Compara, además las diferentes metodologías para 
evaluar las condiciones de operación, verifica su estado y determina si son nominales o fuera 
de parámetros. Esto según las secuencias lógicas programadas. Estos modelos han probado 
ser efectivos prediciendo las condiciones de falla en varios tipos de componentes de los 
ȰBogiesȱ estudiados. Son utilizadas también en rodamientos y engranajes con resultados 
favorables [24],[28],[30],[34]. 

El documento presentado por Sun, Xiao, [21] Implementa una CNN de reconocimiento de 
imágenes para buscar cuatro tipos de fallas en sistemas de detección de síntomas de falla en 
trenes de carga (TFDS) en operación. Así, desarrolló un sistema automático de reconocimiento 
de fallas. El proceso se compone de dos etapas; i)  un esquema burdo-fino basado en CNN que 
determina regiones de interés en un marco estructural, y unos pernos de acople a un eje; y, ii)  
un segundo esquema de reconocimiento basado en CNN que busca y determina fallas en las 
secciones de interés. Los resultados experimentales, y la comparación con otros sistemas de 
reconocimiento de fallas por medio de imágenes sugieren un desempeño adecuado y una 
mejora significativa relativa a los sistemas comparados. 

Liang, Qin, [28] Presentan en su artículo la combinación de redes tipo CNN y RNN, logrando 
una red neuronal convolucional recurrente (CRNN). Este artículo menciona el diseño de un 
proceso que clasifica fallas mecánicas en ȰBogiesȱ para trenes de alta velocidad. La red 
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neuronal propuesta exhibe los beneficios de cada método actuando en conjunto y 
simultáneamente. El sistema mostró una exactitud del 97,8% en los diagnósticos, y un tiempo 
de entrenamiento de la red menor del que se menciona en los métodos individuales por sí 
solos. 

El estudio de Wu, Jin, [30] propone una arquitectura para el diagnóstico de fallas. Esta está 
basada en la descomposición variacional y una red neuronal convolucional multiescalar. El 
método contempla diversos enfoques sobre el análisis de señal multicanal y multicomponente. 
La efectividad de este sistema se valida en los datos de fallas para trenes de alta velocidad, y 
en el conjunto de datos de rodamientos de elementos rodantes. Los resultados experimentales 
muestran que el esquema propuesto mejora tanto la precisión del diagnóstico de fallas, así 
como la habilidad de no ser susceptible al ruido en las entradas. 

Por su parte, Hu, Bo, [24] muestra un modelo de alimentación para redes neuronales con Big 
data para obtener una precisión de diagnóstico mayor que alimentaciones de otro tipo. Por el 
diseño, la red es auto adaptativa, lo que quiere decir que extrae características de falla, y hace 
diagnósticos inteligentes. Este sistema supera inconvenientes presentados en el arte previo 
como lo es el procesamiento de señales. 

En cuanto al uso de una metodología de redes neuronales para el análisis de fallas en ejes, no 
se evidencia en la literatura analizada un sistema que desarrolle análisis de fallas utilizando 
redes neuronales artificial es. En la literatura revisada, se observan sistemas para detección de 
fallas en tiempo real, o sistemas de monitoreo que se disponen en puntos estratégicos de las 
máquinas analizadas. Siendo así, no se encontró un sistema que haga diagnósticos de modos 
de falla en ejes, y que dicho diagnóstico sea post-mortem. 

1.3 Planteamiento del problema  

Considerando la revisión bibliográfica hecha, no se encontró en el estado del arte un sistema 
que utilizando metodología de redes neuronales artificiales haga un diagnóstico de modos de 
falla post-mortem en ejes de transmisión de potencia. 

Es importante aclarar que la revisión bibliográfica levantada hace énfasis en artículos de 
investigación y estos se concentran en la problemática de las industrias extranjeras, y de ahí 
nacen los problemas de investigación de los artículos estudiados. Por otro lado, en el contexto 
de la industria colombiana, las fallas mecánicas en ejes son relativamente frecuentes, razón 
por la cual, para el caso nacional es un problema de interés, y una motivación para desarrollar 
un sistema aplicable en nuestro territori o. 

Los sistemas identificados en el estado del arte pueden: monitorear, predecir, y diagnosticar 
en tiempo real modos de falla de elementos de maquinaria. En todo caso, no se identificó un 
documento qué divulgue un sistema capaz de identificar los modos de falla post-mortem en 
ejes. De igual forma, no se encontró un documento qué compare el desempeño de tres motores 
de inferencia basados en redes neuronales que sean distintos entre sí. 

Ahora bien, es válido considerar la siguiente pregunta ¿es posible implementar un sistema 
experto basado en redes neuronales para diagnosticar los modos de falla en ejes de transmisión 
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de potencia?, y ¿sería el resultado de dicha inteligencia artificial un diagnóstico confiable? De ser 
así, las empresas de los sectores industriales afectados podrían obtener diagnósticos 
acertados. Esto para aquellas fallas qué por su impacto no ameriten el desarrollo de ensayos 
destructivos para analizar las fallas en laboratorios. 

De manera qué el uso de la inteligencia artificial para estos diagnósticos podría tener 
implicaciones en la industria nacional cómo: i)  diagnosticar fallas qué en otras condiciones no 
se estudiarían (elementos qué no se diagnosticarían en pruebas de laboratorio por alguna 
inviabilidad); ii)  la disminución de tiempos de diagnóstico; iii)  la disminución de costos 
asociados al diagnóstico de las fallas; y, iv) la facilitación del acceso a diagnósticos y conceptos 
de ingeniería profundos, con los qué el personal técnico no suele estar familiarizado. 

1.4 Objetivos  

El objetivo general de este trabajo es desarrollar un sistema experto en computador con 
metodologías de redes neuronales, que determine los modos o modo de falla presente en un 
eje de transmisión de potencia que ha fallado 

Los modos de falla a detectar pueden ser de naturaleza de tipo: fractura, deformación, 
desgaste, corrosión, o combinaciones de las mismas. 

1.4.1 Objetivos  específicos 

Para establecer el éxito del objetivo general, se plantearon tres objetivos específicos: 

¶ Implementar tres metodologías de robustez diferente en la programación de algorimos 
de redes neuronales artificiales y entrenarlos con casos de fallas identificados; 

¶ Comparar entre sí los tres algoritmos programados de manera que se observe cuál 
algoritmo es más acertado o eficiente en el diagnóstico concluyendo el resultado, a 
partir de síntomas detectados en otros casos de fallas diferentes a los de 
entrenamiento; y 

¶ Validar y comprobar información procesada por el sistema y respuesta del mismo, 
comparando el sistema desarrollado por otros algoritmos programados anteriormente 
en la Universidad (inferencia clásica, difusa, y redes bayesianas)3. 

 

 
 

3 Estos casos hacen referencia específicamente a los trabajos descritos en las secciones: 1.1.1; y 1.1.2  
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2. -ÁÒÃÏ ÔÅĕÒÉÃÏ 

Para efectos del presente trabajo, se entiende que el lector se encuentra familiarizado con los 
procesos asociados al análisis de fallas de componentes mecánicos. De manera qué en esta 
sección, se presenta una breve descripción de los conceptos asociados al análisis de fallas, y las 
familias de modos de falla que se pueden presentar en ejes de transmisión de potencia. Esto 
sin entrar en detalles particulares, o específicos de cada modo de falla posible. Es importante 
tener en cuenta, qué la información relacionada con este trabajo trata únicamente materiales 
metálicos. 

Por otra parte, en esta misma sección se presenta una información relacionada con la 
inteligencia artificial, las redes neuronales, y su arquitectura específicamente para redes de 
tipo: i)  convolucionales; ii) recurrentes; y, iii)  perceptrón multicapa (MLP). En razón que dichas 
arquitecturas fueron las empleadas en el desarrollo del presente trabajo. 

2.1 Análisis de fallas  en componentes mecánicos  

Antes de abordar puntualmente el análisis de fallas, es importante entender que se considera 
una falla. Una falla es aquel evento en donde: una pieza, o elemento mecánico sufre una 
alteración de cualquier tipo qué impide a este elemento cumplir  total o parcialmente la función 
para la cual fue diseñado. En algunos casos, las fallas no son del todo evidentes, en virtud de 
esto, una máquina con un componente en falla puede seguir en servicio, lo que generará 
afectaciones a la seguridad, la eficiencia, la operación, al trabajo (requerimientos de carga), la 
vida útil, entre otros. [1]  

Las consecuencias asociadas a las fallas de los componentes mecánicos son la principal 
motivación para entender, ¿por qué fallan los elementos mecánicos?  Entonces, los análisis de 
fallas son metodologías lógicas y sistemáticas qué pretenden encontrar como falló un elemento 
de máquina. Sin embargo, las consecuencias asociadas a un análisis de fallas van más allá de 
eso, pudiendo llegar a identificar causas físicas, humanas, y latentes4. 

Al entender la naturaleza de las fallas, y como estas se presentan; es posible hacer 
modificaciones de distintos tipos para idealmente minimizar la ocurrencia de estos eventos. 

La figura 2-1, presenta una representación de bloques del proceso asociado al análisis de fallas 
en función de un resultado deseado. Particularmente para ocasiones donde se desea disminuir 

 
 

4Las causas físicas, humanas, y latentes; hacen referencia a aquellas circunstancias qué influyen 
directamente en el desencadenamiento de un evento de falla. Se suelen llamar causas raíz. Las causas 
latentes normalmente, hacen referencia a falencias organizacionales, como ausencia de sistemas de 
gestión de calidad, baja capacitación del personal, entre otras. 
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la frecuencia de ocurrencia de fallas, o la identificación de actores responsables de una falla 
cuyas consecuencias tienen implicaciones graves. 

Figura 2-1: Diagrama de bloques básico de un análisis de fallas. 

 
La relación entre un evento de falla, el análisis de la falla, y las posibles maneras de abordar el análisis en función de las 
consecuencias del evento de falla. Tomado de: [1] 

Entonces, en primera instancia el análisis de fallas busca descubrir la falla. Dependiendo del 
enfoque como se aborde el estudio de la falla, se puede clasificar como se muestra en la figura 
2-2. 

Figura 2-2: Diagrama para clasificación de tipos de fallas. 

 
Catastróficas:  fallas de alto impacto, puede ser operativo, o económico, o humano (pérdida de vidas); No catastróficas:  fallas 
qué no generaron in impacto significativo, pero pueden generar inconvenientes a futuro; Súbitas: fallas qué se desarrollan en 
periodos anormalmente cortos; Progresivas : fallas qué se desarrollan en periodos prolongados; Latentes: son fallas donde el 
mecanismo de falla5 se encuentra en evolución, y aún no se manifiesta; Manifies tas: la falla ha tenido un periodo de evolución 
suficiente para alterar las condiciones físicas, químicas, o ambientales. Tomado de: [1] 

Las fallas, pueden tener múltiples orígenes. errores en el diseño de los componentes o 
máquinas (errores de cálculo, selección inadecuada de materiales, etc); deficiencias en los 
materiales de construcción (inclusiones, contaminantes, poros); errores en la fabricación 
(fabricación diferente a planos de ingeniería); deficiencias en el transporte (ausencia de 
aseguramiento de carga, movimientos bruscos); deficiencias de montaje (sustitución de 

 
 

5 El mecanismo de falla  es el proceso secuencial que relaciona una causa raíz, y la enlaza con los o el 
modo de falla de un elemento que falló. Ahora, el modo de falla  es el proceso de degradación físico o 
químico que explica la naturaleza de las modificaciones qué se encuentra en una pieza o componente 
qué ha fallado. 



Marco teórico 13 

 

componentes, desalineación de maquinaria, maltrato de componentes); deficiencias de 
operación (funcionamiento fuera de límites operativos de las máquinas); y, deficiencias de 
mantenimiento (frecuencia de mantenimiento mal preestablecida, uso de repuestos no 
estandarizados)[1] . 

En general, podemos hablar de que, en el marco del presente trabajo, lo relevante es la 
identificación de los modos de falla. A nivel práctico, existen unas familias de modos de falla, 
como se muestra en la figura 2-3: 

Figura 2-3: Diagrama general de clasificación para familias de modos de falla. 

 
Estos son las familias de modos de falla generales qué se presentan en elementos mecánicos generales. Tomado de: [1] 

Para el caso del presente trabajo, las familias de modos de falla presentadas en la figura 
anterior se relacionan particularmente con este proyecto y su alcance. Sin embargo, se debe 
aterrizar para el caso particular de los ejes, como se muestra en la figura 2-4. 

De manera qué, para desarrollar una metodología por análisis de falla, es fundamental contar 
con evidencia física, en este caso, las piezas en condición post-mortem. Dichas evidencias físicas 
deben pasar por un procedimiento de inspección visual, para identificar unas características 
mínimas qué puedan sugerir, el mecanismo y modos de fallas asociados a la pérdida de 
funcionalidad del componente. 

Así mismo es de suma importancia tener la mayor cantidad de información veraz relacionada 
con el entorno de la pieza. Esto es, de las condiciones de operación (velocidades de trabajo, 
límites operativos, cargas de trabajo, ciclos de servicio u horas de trabajo), características de 
montajes, condiciones ambientales, sustancias en contacto, etc. 

En las siguientes secciones se consideran los modos de falla con los cuales se desarrolló el 
presente trabajo. 
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Figura 2-4: Diagrama de modos de falla comunes en ejes. 

 
Estos son unos modos de falla comunes para ejes. En el alcance de este trabajo no se considera modos de falla por: rigidez, 
desbalance, y vibración. Tomado de: [1] 

2.1.1Fallas por corrosión  

Las fallas por corrosión en ejes producen remoción superficial de material debido a una 
degradación fisicoquímica qué se produce en la superficie el componente. Dicha degradación 
puede ser una acción sinérgica de diversos factores cómo: incompatibilidad química con el 
medio ambiente circundante; reactividad con fluidos de proceso (petróleo, combustibles, 
sustancias alimenticias), y utilitarios (lubricantes, refrigerantes). Todo depende de la 
naturaleza operativa y de diseño del componente mecánico. 

La figura 2-5, muestra unas representaciones generales de los procesos corrosivos generales 
que se desarrollan preferentemente en materiales metálicos. 
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Figura 2-5: Representación de modos de falla generales macroscópicos por corrosión en 
metales. 

 
Estos son los modos de falla básicos por corrosión en metales mediante interacción química. La combinación puntos negros, y 
triángulos representan un ambiente ionizado en donde, los triángulos representan zonas cargadas con aniones (preferente para 
disolución del metal), y los puntos representan las zonas cargadas con cationes. Tomado de: [1] 

La figura 2-6 muestra una representación de los modos de falla microscópicos por interacción 
química para metales. 

Figura 2-6: Representación de modos de falla generales microscópicos por corrosión en 
metales. 

 
Estos son los modos de falla por corrosión mediante interacción química, según la relación entre las áreas corroídas y la 
microestructura de un metal. Tomado de: [1] 

La inspección visual, permite identificar los modos de falla macroscópicos por corrosión en la 
superficie inspeccionada. En todo caso, la verificación del efecto de la corrosión a nivel 
microscópico permite entender la evolución del o los mecanismos de falla asociados al proceso 
corrosivo. Esto porque en algunos casos, las interacciones no son únicamente por la 
reactividad con el medio, y por el contrario el estado de esfuerzos asociado con los modos de 
carga aplicados, y/o el estado de esfuerzos residuales influye considerablemente en la 
evolución de los procesos corrosivos, lo cual se revisará en la sección de fallas por fractura. 
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La presencia de modos de falla microscópicos es fundamental para entender la forma en qué 
se nuclean las grietas. La presencia de defectos a nivel de tamaño de grano, pueden facilitar el 
entendimiento del origen de las grietas, o permitir identificar cómo la acción sinérgica de la 
corrosión con las interacciones mecánicas de componentes sometidos a cargas afecta en el 
desencadenamiento de fallas. Todo depende de la naturaleza operativa y de diseño del 
componente mecánico. Los modos de corrosión usuales en ejes se presentan en la figura 2-7. 

Figura 2-7: Diagrama de clasificación para modos de falla por corrosión en ejes. 

 
Estos son los modos de falla por corrosión comunes en ejes. Tomado de: [1] 

Se considera fallas por corrosión uniforme a aquellas fallas en donde la pérdida de material se 
presenta de manera homogénea, o no localizada. En otras palabras, la mayor parte de la 
superficie se encuentra atacada por la corrosión, y no hay zonas de corrosión preferentes. Por 
su parte, las fallas por corrosión por picaduras son aquellas fallas en donde la pérdida de 
material se presenta de forma localizada. En otras palabras, existen unas regiones, o puntos, 
donde una porción del elemento se corroe agresivamente. Esto debido a que la picadura se 
comporta como un ánodo, y la superficie no atacada se comporta como un cátodo; lo que 
favorece un aumento en la velocidad de corrosión en la picadura [1]. 

2.1.2 Fallas por deformación  

Las fallas por deformación en ejes consisten en una distorsión de la geometría original del eje 
causada por un flujo plástico. Esta situación se da normalmente cuando las cargas de trabajo 
exceden los valores permisibles del material del cual está compuesto el eje6. Esto suele ocurrir 
en tiempos cortos (de unos segundos, o fracciones de segundo), por lo que se consideran fallas 
súbitas, o catastróficas, donde el eje pierde su funcionalidad [1] . Los modos de falla preferentes 
por deformación plástica en ejes se mencionan en la figura 2-8. 

Figura 2-8: Diagrama de clasificación para modos de falla por deformación en ejes. 

 
Estos son los modos de falla por deformación comunes en ejes. Tomado de: [1] 

 
 

6 Esto depende de la geometría del eje, del material, y si el cuerpo es macizo o tubular, y de la sección 
particular del eje, como chaveteros, ranuras, estrías, etc. Para materiales macizos y tubulares de pared 
gruesa, cuando se excede el esfuerzo de fluencia del material, el esfuerzo de aplastamiento (para 
secciones estriadas, y chaveteros); y para ejes tubulares de pared delgada, el esfuerzo crítico de pandeo. 
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Se considera fallas por flujo plástico a flexión a aquellas fallas en donde la distorsión en 
geometría del eje se da por acción de una carga de flexión. Es decir, se presenta una curvatura 
a lo largo del eje. Este modo de falla se presenta en ejes macizos, o tubulares de pared gruesa. 

Se considera fallas por flujo plástico a torsión a aquellas fallas en donde la distorsión de la 
geometría del eje, se da por una rotación angular entre puntos subsecuentes a lo largo del eje. 
Este modo de falla se presenta en ejes macizos, o tubulares de pared gruesa. 

Se considera fallas por pandeo de lámina a flexión a aquellas fallas en donde la distorsión de la 
geometría se da por el colapso plástico en la zona de compresión de un eje tubular de pared 
delgada. Esto es causado por la superación de la carga crítica de pandeo en la zona de 
compresión. El eje se deforma con una curvatura, donde la región cóncava coincide con la zona 
de compresión del esfuerzo qué causó la falla. 

Se considera fallas por pandeo de lámina a torsión a aquellas fallas en donde la distorsión de la 
geometría se da por el colapso plástico en la zona de compresión de un eje tubular de pared 
delgada. Esto es causado por la superación de la carga crítica de pandeo en la zona de 
compresión. El eje se deforma con una curvatura en forma de espiral o envolvente a 45°. 

2.1.3 Fallas por desgaste 

Esta familia de fallas se caracteriza por presentar deformación plástica y remoción superficial 
de material. Esto ocurre por acción de las fuerzas deslizantes, de rodadura, causadas por la 
interacción del eje con otros elementos mecánicos, y/o la presencia de elementos 
contaminantes o cuerpos indeseados. Es decir, los desgastes ocupan la interacción entre dos o 
más cuerpos. La figura 2-9 menciona unos modos de falla comunes y preferentes en ejes. 

Figura 2-9: Diagrama de clasificación para modos de falla por desgaste en ejes. 

 
Estos son las familias de modos de falla por desgaste más comunes en ejes. Tomado de: [1]  

Se considera fallas por desgaste abrasivo a aquellas fallas en donde se produce una separación 
de material de al menos un elemento en un par cinético. Normalmente, se presenta una 
remoción de material favorecida por las irregularidades del material de mayor dureza, qué 
actúan como herramientas de corte sobre el material menos duro. Así, las secciones del 
material removidas al estar libres rayan las superficies a su paso. 

Se considera fallas por desgaste adhesivo a aquellas fallas en donde se produce adhesión de 
trozos del material de un elemento a la superficie de otro elemento. Esto ocurre 
mayoritariamente del material más blando al más duro (de cojinete a eje). Sin embargo, en este 
tipo de desgaste, el material más dura también pierde masa superficial, solo qué a una 
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velocidad significativamente menor. Normalmente ocurre en situaciones donde no se logra 
establecer una película lubricante adecuada. 

Se considera fallas por fatiga superficial a aquellas fallas en donde producto de una carga cíclica 
por rodadura, o deslizamiento, se producen agrietamientos subsuperficiales, y superficiales 
respectivamente. Los esfuerzos causados por este tipo de cargas, en ausencia de condiciones 
de lubricación adecuadas, pueden presentar desprendimiento de material, producto del 
agrietamiento generado por la fatiga. 

Se considera fallas por ludimiento, o vibro corrosión a aquellas fallas en donde se presenta 
pérdida de material en las superficies de contacto de dos piezas que no deberían tener 
movimiento relativo entre sí. El desprendimiento de material se da por el aplastamiento de 
irregularidades, fractura de las mismas, deformación plástica cortante superficial, abrasión, 
agrietamiento superficial por fatiga, y nucleación de cavidades por fatiga superficial [1] . 

2.1.4 Fallas por fractura  

Esta familia de fallas se caracteriza por presentar la separación o disgregación de un 
componente en dos o más fragmentos. El origen de dicha disgregación se presenta por la 
nucleación, propagación y/o crecimiento de grietas qué pueden aparecer de manera 
progresiva o súbita, por acción de las cargas qué experimenta el componente; lo qué termina 
por fracturar la pieza afectada. 

La nucleación y propagación inicial de las grietas corresponden con la etapa latente de las fallas 
por fractura, en vista qué su aparición no significa una pérdida de funcionalidad aparente. Por 
otro lado, etapas de crecimiento avanzadas, y la fractura se considera qué hacen parte del ciclo 
de falla en etapa manifiesta, bien sea porque se hace evidente la falla, o por la pérdida de 
funcionalidad del elemento mecánico. 

En las fallas por fractura, es de alta relevancia el concepto de la fractografía. Esta disciplina 
consiste en el análisis de las piezas fracturadas, y pretende determinar mediante una 
inspección topográfica o morfológica en las superficies de fractura los modos de falla asociados 
a la forma de la fractura. La fractografía entonces, consiste en una serie de inspecciones que 
comprenden: inspección visual a ojo desnudo, inspección visual con lupa, inspección visual con 
estereoscopio, e inspecciones visuales con microscopios. Así mismo, se desarrollan 
observaciones metalográficas, y plastográficas, para identificar presencia de deformaciones, 
más signos de relevancia para identificar acertadamente los modos de falla [1]. La figura 2-10 
muestra una representación de varias ÃÁÒÁÃÔÅÒþÓÔÉÃÁÓ ȰÔÏÐÏÇÒÜÆÉÃÁÓȱ ÄÅ ÕÎÁ ÓÕÐÅÒÆÉÃÉÅ ÄÅ 
fractura. 
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Figura 2-10: Representación de características topográficas en una superficie de fractura. 

 
Marcas Ratchet: indica las zonas de origen de las fracturas, separan a dos grietas independientes, formando un filo de diente de 
sierra; Marcas radiales : indican una zona y dirección de propagación del o los frentes de grieta; Marcas de río: indican el sentido 
de propagación de las grietas; Marcas de playa: indican ciclos de avance y detención del crecimiento de grieta, son visibles 
macroscópicamente; Estriaciones : son marcas que indican cada ciclo de crecimiento de grieta, son visibles microscópicamente; 
Marcas Wallner : son marcas de interacción con ondas de deformación, se presentan en etapa de propagación inestable de grietas 
por la interferencia de ondas de deformación con frentes de grieta. Tomado de: [1] 

En general, la familia de modos de falla asociados a fractura, son unos de los modos de falla 
más abundantes para los ejes. Las fracturas en ejes se presentan en forma de fallas súbitas, y 
progresivas. 

En las fallas súbitas, cuando se presenta fractura se dan en un único ciclo de carga para el 
componente. Los factores influyentes en estos casos son de origen puramente mecánico, es 
decir debido a esfuerzos. Naturalmente, para qué se manifieste una fractura, el esfuerzo 
soportado debe superar la resistencia última del componente7 para cada modo de carga 
(cortante, compresión, flexión, torsión, o tracción). Por esta razón se conocen como fracturas 
por sobrecarga. Las fallas súbitas pueden ser de naturaleza dúctil, frágil, o, mixta. Los factores 
que determinan el tipo de fractura están dados por una combinación del estado de 
deformación, o estado de esfuerzos8 (características qué se determinan por la geometría del 
elemento, y los defectos qué pueda tener (grietas, inclusiones, poros, concentradores de 
esfuerzo); la resistencia del material; la estructura cristalina, y las condiciones del entorno 
local. 

 
 

7 En este caso no se habla explícitamente de la resistencia del material, debido a que las características 
geométricas de la sección transversal, y el tamaño de la misma influye considerablemente en la 
resistencia del componente. Por lo cual, un estado de esfuerzos para un mismo material, no se comporta 
de la misma manera en un componente esbelto, y en un componente oblongo; así como tampoco en un 
componente macizo, y en un componente tubular de pared delgada, inclusive siendo fabricados con un 
material de una misma composición química, y procesos de manufactura iguales. 
8 Estados de deformación plana favorecen el desarrollo de fracturas frágiles. Estados de esfuerzo plano 
favorecen el desarrollo de fracturas dúctiles. En las fracturas mixtas se identifican signos qué muestran 
qué una sección del material se comporta de manera dúctil, y otra de manera frágil, por ejemplo, las 
capas templadas se comportan de manera frágil, y los núcleos sin afectación por el tratamiento térmico 
tienden a comportarse dúctilmente. 
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Para que se configure una falla súbita, se presentan unas velocidades de crecimiento de grieta 
inestables; para fracturas dúctiles del orden de 6m/s, y en fracturas frágiles de 103m/s. 
Dependiendo del tiempo de progresión de la carga, se puede hablar de cargas cuasi estáticas 
cuando se da tiempo al material para qué presente deformación plástica; por otro lado, cuando 
la velocidad de aplicación de la carga es rápida, o instantánea, no hay tiempo suficiente para 
qué el material disipe la energía, por lo cual hay una mínima o nula deformación, a este tipo de 
cargas se les denomina cargas de impacto [1] . 

Naturalmente, el entendimiento de los modos de carga qué se presentaron en el componente 
antes de presentarse la falla es relevantes. En la figura 2-11, se presenta una representación 
esquemática para tracción, compresión, y torsión. 

Dicho esto, debe contemplarse que la geometría de los componentes mecánicos también 
influye en la distribución de los campos de esfuerzo a lo largo de la sección transversal de una 
pieza. La figura 2-12 presenta un esquema de unas distribuciones de los campos de esfuerzo 
influenciados por la presencia de concertadores de esfuerzo. 

En general, de los modos de falla que se presentan en ejes, se han mencionado de manera 
general las fallas súbitas, considerando las fallas frágiles, y dúctiles, y los tipos de carga 
involucrados en estos modos de falla. Se puede decir que en resumen los modos de falla 
preferentes en ejes son los de la figura 2-13 

Figura 2-11: Modos de carga básicos y sus tipos de fractura en fallas de ejes. 

 
Representación de unos modos de carga básicos en ejes y los tipos de fracturas qué manifiestan en los ejes. Vale la pena aclarar 
qué la flexión puede evaluarse como un modo de carga compuesto por una carga de compresión, y una carga de tracción, la cual 
genera un momento flector. En este caso no se presentó la representación de una carga cortante. Naturalmente, existen múltiples 
combinaciones de modos de carga, que crean estados de esfuerzo complejos, esta figura es una representación que no contempla 
todos los estados posibles. Tomado de: [3] 

Figura 2-12: Representación de concentradores de esfuerzo y campos de esfuerzo. 

 
Los concentradores de esfuerzo modifican el campo de esfuerzos que se presenta en un componente. De ahí qué pueden 
favorecer la nucleación de grietas. Tomado de: [3] 
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Figura 2-13: Diagrama de clasificación para modos de falla por fractura en ejes. 

 
Estas son unas familias comunes de modos de falla por fractura qué se presentan en ejes. Tomado de: [1] 

Ahora, considerando las fallas por fracturas progresivas, se puede decir qué una falla es 
progresiva cuando el mecanismo de falla tiene un tiempo de evolución evidente. Es decir, a 
pesar de que la falla pudo presentarse sin aviso, el mecanismo de falla tuvo una evolución 
sostenida en el tiempo. 

Para las fracturas progresivas en ejes particularmente, se puede decir que se presentan tres 
familias principales de modos de falla, como se indica en la figura anterior. Existen entonces: 
fracturas progresivas por fatiga; fracturas progresivas por corrosión esfuerzo, y, fracturas 
progresivas por corrosión fatiga. Y en cada una de estas familias hay distintas categorías, 
dependiendo de las características particulares de cada caso, como serían el modo de carga, y 
si las cargas son cíclicas o cuasi estáticas. 

En el caso de la familia de fracturas progresivas por fatiga, el estado mecánico es el único 
responsable del modo de falla. Este modo de falla requiere de múltiples ciclos de carga para 
manifestarse. En este tipo de fallas, la carga aplicada al componente no supera el valor de la 
resistencia última9. Puede darse a alto número de ciclos, en donde el esfuerzo es 
considerablemente menor al esfuerzo límite de fatiga10; o a bajo número de ciclos, donde la 
carga es cercana o superior a la resistencia a fatiga del elemento. El valor del esfuerzo límite 
de fatiga alternante crece en la medida qué la razón de carga (R)11 tiende a -1. Sin embargo, la 
resistencia a la fatiga de cada componente debe ser ajustar, considerando: el acabado 
superficial, los procesos de manufactura, el tamaño de la pieza, y los concentradores de 
esfuerzo. Dicha corrección puede incrementar o disminuir la resistencia límite a fatiga12. 

 
 

9 Vale la pena mencionar, que inclusive por debajo del límite elástico de los materiales, es posible que se 
produzcan deformaciones por dislocaciones a nivel cristalino. De manera qué incluso con magnitudes 
de esfuerzo bajas se pueden formar daños acumulados que pueden llegar a convertirse con el tiempo en 
formación de grietas. 
10 Normalmente, el esfuerzo límite de fatiga es el pico de esfuerzo máximo alternante al cual puede 
someterse un material sin qué este se fracture por fatiga. Se considera vida infinita  y es del orden de 106 
a 108 ciclos de carga.  
11 La razón de carga R es el cociente entre el esfuerzo mínimo alternante, y el esfuerzo máximo alternante. 
12 Depende de las características mencionadas. Particularmente los estados de esfuerzos residuales del 
material y su interacción con el tipo de carga deben ser considerados. Esfuerzos residuales compresivos 
pueden aumentarían la resistencia a fatiga para piezas sometidas a modos de carga de torsión y flexión. 
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Entonces, para fracturas por fatiga mecánica, se puede decir qué hay: i)  fracturas por fatiga de 
bajo número de ciclos: puede darse en cientos, o miles de ciclos, y se da porque el valor nominal 
de los picos de las ondas de esfuerzo es igual o incluso superior a la resistencia a fluencia del 
material; y ii)  fracturas por fatiga de alto número de ciclos: ocurre en cientos de miles de ciclos, 
millones o más ciclos de carga, y se da porque el valor nominal de los picos de las ondas de 
esfuerzo es significativamente inferior a la resistencia a fluencia del material. 

Un concepto determinante en la clasificación de una falla como progresiva a fatiga es la 
velocidad de crecimiento de las grietas. La evolución de las fallas progresivas se da en tres 
etapas: i)  nucleación de grietas; ii)  propagación estable de grietas; y, iii)  fractura final por sobre 
carga. Para el caso de las fracturas progresivas, durante el mecanismo de falla hay una 
velocidad de crecimiento estable de las grietas13. Las situaciones anteriores se dan cuando: i)  
el valor máximo de la onda de esfuerzo alternante es igual o mayor a la resistencia límite a 
fatiga corregida, para la razón de carga (R); o si el factor de intensidad de esfuerzo aplicado es 
mayor o igual al umbral de intensidad de esfuerzo del componente; y, ii)  el desarrollo del 
número de ciclos necesario para desencadenar la falla. La figura 2-14 muestra una 
representación de la influencia de los concentradores de esfuerzo en combinación con la 
intensidad de esfuerzo. 

Figura 2-14: Incidencia de los concentradores de esfuerzo y la intensidad del esfuerzo en 
ejes con cargas de flexión unidireccionales. 

 
Nótese qué en condiciones de mayor cantidad de concentradores de esfuerzo, y valores de esfuerzo altos, la zona de fractura final 
será más grande Tomado de: [1] 

No obstante, la combinación de modos de carga y la naturaleza de la fractura puede hacer difícil 
la identificación del modo de falla. Esto en vista qué la topografía de la fractura también 
depende de las características geométricas de la pieza, y del mismo material. Esto porque, la 
trayectoria de las grietas por fatiga en su etapa de propagación es similar a las fracturas súbitas 
frágiles, que suelen seguir una trayectoria perpendicular al máximo esfuerzo de tracción local 
qué puedan generar los modos de carga presentes en la pieza. Por ejemplo, las cargas tractivas 
en piezas delgadas, materiales de alta tenacidad, o en casos de fatiga a bajo número de ciclos 
se puede presentar una trayectoria de propagación a 45° respecto al esfuerzo normal máximo, 

 
 

13 Esto aplica para las familias de modos de falla por corrosión fatiga, y fatiga mecánica. 
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durante la etapa de fractura final. Lo anterior es causado por la sinergia entre un esfuerzo 
normal y el esfuerzo cortante máximo. 

Para los casos de torsión, puede qué durante la etapa de nucleación, y inicios de crecimiento 
de grietas; estas grietas sean colineales con el esfuerzo cortante máximo, y posteriormente 
transicionar a una orientación perpendicular al esfuerzo de tracción14. 

De acuerdo con lo mencionado anteriormente, la figura 2-15, muestra una representación de 
los modos de carga y su relación con orientaciones de superficies de fractura. En esta figura se 
observa que los modos de carga pueden tener superficies de fractura que pueden asociarse 
fácilmente con un modo de carga específico. 

Figura 2-15: Orientación de superficies de fractura por fatiga en función del modo de carga 
aplicado 

 
Nótese qué para las cargas a tracción y flexión, se puede dar una acción sinérgica entre los esfuerzos cortantes, y los esfuerzos 
normales. E inclusive, para modos de carga a torsión, la orientación de la fractura en la sección central puede tomar orientaciones 
axiales o transversales, siguiendo una dirección perpendicular al esfuerzo normal máximo. Tomado de: [1] 

Ahora, en los modos de falla de corrosión fatiga, el efecto de las características mecánicas 
descritas anteriormente se ve potenciado por los daños causados por la acción corrosiva, 
según los mecanismos descritos en la sección de fallas por corrosión. 

Para los casos de corrosión esfuerzo, las fracturas se manifiestan por la acción de cargas 
invariantes en el tiempo. Ocurren por la nucleación y crecimiento estable de grietas en donde 
cooperan en dicho agrietamiento el esfuerzo y las relaciones anódicas y catódicas del medio 
circundante. La evolución del agrietamiento causado por la sinergia de la corrosión y el 
esfuerzo, depende del esfuerzo aplicado, y de la reactividad del medio circundante. Un medio 
ambiente circundante de alta reactividad favorecerá un agrietamiento acelerado en 

 
 

14 Esto se favorece en presencia de inclusiones no metálicas orientadas con el cortante máximo, y/o si 
en combinación con la carga de torsión hay esfuerzos de contacto superficial causados por 
deslizamiento. 
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condiciones de carga donde el esfuerzo aplicado es constante; inclusive siendo inferior al 
esfuerzo de fluencia, propiciando la nucleación y el avance de las grietas. 

El avance de las grietas bajo estas condiciones se da dependiendo de la interacción entre el 
esfuerzo local aplicado, y la modificación geométrica qué se da en la pieza producto de la 
pérdida de masa ocasionada por la corrosión. Entendiendo qué dicha pérdida de masa es 
producto de una transformación del material perdido en una forma mineral del material 
original. Esto se da porque el material corroído se desprende del material base, y deja de 
contribuir mecánicamente al soporte de las cargas, en vista qué ya no hay enlaces químicos 
fuertes qué lo mantenga unido funcionalmente con la pieza. Esto sin olvidar qué al corroerse, 
se convierte en un material distinto, con propiedades mecánicas diferentes. En conclusión, los 
productos de la corrosión pueden estar adheridos a la superficie, pero no contribuyen 
mecánicamente al soporte de cargas.  

Para los modos de falla asociados a corrosión esfuerzo, es importante mencionar el esfuerzo 
umbral de agrietamiento. Dicho esfuerzo umbral indica qué cualquier carga mecánica que se 
ejerza sobre un componente y qué este por debajo de dicho esfuerzo umbral, no presentará 
agrietamiento. El esfuerzo umbral depende del material (acabado superficial, 
microestructura), y el medio circundante, y usualmente está comprendido entre el 10-70% del 
esfuerzo de fluencia [1] . 

Los esfuerzos involucrados en los modos de falla asociados a corrosión esfuerzo, no son 
exclusivos a las cargas de operación. Los estados de esfuerzos residuales son relevantes. Esto 
hace necesario tener en cuenta en los análisis los procesos de fabricación como: tratamientos 
térmicos, soldaduras, deformación plástica en frío, etc; procesos de montaje como: ajustes 
prietos, montaje de piezas cuyo contacto se da en superficies corroídas, dilataciones térmicas, 
entre otros. 

2.2 Inteligencia artificial  

La inteligencia artificial (IA) corresponde a un desarrollo propio de la informática. El propósito 
de la IA es construir sistemas capaces de realizar tareas que normalmente requieren 
inteligencia humana cómo, por ejemplo: el aprendizaje, la toma de decisiones, el 
reconocimiento de patrones o imágenes, y el procesamiento del lenguaje natural. 

Para la implementación de la IA se usan algoritmos, y modelos que permiten a dichos sistemas 
"aprender" de unos datos. De manera qué con el tiempo, su desempeño puede superar las 
versiones iniciales. 

En sus primeros comienzos, en la década de 1950, el término "inteligencia artificial"  fue 
acuñado en la conferencia de Dartmouth, marcando el inicio formal de la disciplina. En su 
momento, el científico Alan Turing, propuso la idea de máquinas que pudieran pensar. 
Posteriormente, a lo largo de la década de 1970 se desarrollaron sistemas expertos, que 
utilizaban reglas implementadas en lógica booleana. El propósito de dichos sistemas era tomar 
decisiones en áreas específicas, cómo un sustituto de la inteligencia humana. 
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Durante el decenio de 1990, se avanzó en las construcciones del hardware, lo que implicó un 
aumento de la capacidad de procesamiento de datos. Y fue en esta misma época que apareció 
el desarrollo de algoritmos de aprendizaje automático cómo el machine learning. 

A partir del año 2010, el machine learning basado en redes neuronales artificiales, ha llegado 
a tener aplicaciones en: procesamiento de imágenes, procesamiento de lenguaje natural, y en 
robótica. [7] [8] 

Ahora bien, las redes neuronales artificiales se han convertido en un tipo de implementación 
qué ha mostrado resultados interesantes en múltiples áreas del conocimiento. De acuerdo con 
la manera en que las redes neuronales ȰÁÐÒÅÎÄÅnȱ, se puede clasificar de manera general según 
el enfoque de entrenamiento, o aprendizaje como se plantea en la tabla 2-1, [4], [50] . Sin 
embargo, vale la pena aclarar que existen más subclasificaciones del tipo de aprendizaje. 

Tabla 2-1: Tipos de los modelos en inteligencia artificial según como aprenden. 

Tipos de inteligencia artificial 
según el enfoque de 

entrenamiento  
Descripción  

Aprendizaje supervisado 

En este tipo de aprendizaje se conoce tanto las entradas, como 
las salidas que se esperan obtener de la red neuronal. El 
propósito es que la red neuronal durante el entrenamiento 
aprenda la correlación entre las entradas y las salidas 
correspondientes. Un ejemplo de aprendizaje supervisado son 
los perceptrones, perceptrones multicapa, 

Aprendizaje no supervisado 
En este caso, las entradas de los datos de entrenamiento no están 
asociados con una respuesta conocida. Este tipo de aprendizaje 
es útil para identificar tendencias asociadas a las entradas. 

 

2.2.1 Redes neuronales  

Usando un enfoque de caja negra, se puede decir que una red neuronal es un sistema 
compuesto por cajas negras interconectadas conocidas como nodos. Dichos nodos trabajan 
sinérgicamente y procesan información y la comparten entre sí para entregar al final una 
salida. Estas redes pueden de aprender patrones complejos a partir de datos, lo que potencia 
su utilidad para funciones como clasificación, regresión, reconocimiento de patrones. Las 
redes neuronales artificiales pueden describirse como sistemas paralelos distribuidos que 
pueden aprender a realizar tareas específicas a partir de ejemplos [9]. 

2.2.1.1 Elementos de una red neuronal  

Las neuronas artificiales, se evalúan como un nodo. Cada uno de estos nodos recibe una o más 
entradas y al procesarlas entrega una o unas salidas. Matemáticamente, la salida ◑ de una 
neurona, o nodo se establece como muestra la ecuación 2.1: 
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ᾀ ‫ὼ ὦ  (2.1) 

Donde: ●░ son las entradas; ⱷ░15 son los pesos asociados a las entradas; ╫ es el término de sesgo (bias); 

◑ es la salida; y, ▪ es el número de entradas. 

Las entradas, y los pesos ingresan al modelo en forma vectorial. El producto punto entre los 
pesos y las entradas da como resultado un escalar. Este escalar se suma con el término de 
sesgo. Para el caso de los sesgos, y los pesos16, se ajustan durante la etapa de entrenamiento, 
cómo se verá más adelante en esta sección. 

Ahora bien, a la salida ◑ del nodo, o neurona se le aplica una función de activación ◐ █◑. 
Dicha función de activación introduce en la red un comportamiento no lineal, lo que se traduce 
en una capacidad de aprender patrones de alta complejidad. Algunos ejemplos de las funciones 
de activación se presentan en la ecuación 2.2: 

Sigmoide 
Unidad lineal 

rectificada  
Tangente 

hiperbólica  
(2.2) 

Ὢᾀ
ρ

ρ Ὡ
 Ὢᾀ άὥὼπȟᾀ Ὢᾀ ὸὥὲὬᾀ 

 
Entonces, la conexión entre múltiples nodos, y la forma en que se hace dicha conexión 
establece las capas de una red neuronal. Normalmente, las capas de una red se definen como: 
i) la capa de entrada; ii)  la capa o las capas ocultas; y, iii)  la capa de salida. Dicho esquema se 
representa en la figura 2-16 

  

 
 

15 El valor de los pesos .‫Ὥ indica la importancia relativa de una entrada, y condiciona el cálculo de salida 
Pesos positivos propiciaran una salida positiva, pesos negativos propiciaran la inhibición de la entrada, 
y pesos cercanos a cero propiciaran una baja influencia en el resultado. Lo anterior, en función de la 
magnitud del peso. 
16 El sesgo (b) permite que la neurona "active" o "desactive" su salida independientemente de las 
entradas. Este sesgo desplaza horizontalmente la función de activación. Se ajusta en la etapa de 
entrenamiento porque se debe considerar: i)  la minimización de la función de pérdida; ii)  el sobre ajuste; 
y, iii)  la compatibilidad con la función de activación. Este sesgo se ajusta teniendo en cuenta la función 
de pérdida. 
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Figura 2-16: Representación de las entradas, las capas, y salidas de una red neuronal 

 
Los nodos verticalmente representan ÌÁ ȰÐÒÏÆÕÎÄÉÄÁÄȱ ÄÅ ÌÁ ÒÅÄ ÎÅÕÒÏÎÁÌȢ %Î ÅÓÔÅ ÃÁÓÏȟ ρ ÃÁÐÁ ÄÅ ÅÎÔÒÁÄÁȟ σ ÃÁÐÁÓ ÏÃÕÌÔÁÓȟ Ù ÕÎÁ 
capa de salida. Los nodos horizontales representan la cantidad de neuronas que conforman una capa. Tomado de: [4]  

 
Siendo así, las redes neuronales funcionan propagándose hacia adelante, y propagándose hacia 
atrás. La propagación hacia  adelante  calcula las salidas de las capas ■ usando pesos y 

entradas actuales. Entonces para una capa ■ evaluada, la salida ◑■, o propagación hacia 
adelante se calcula según la ecuación 2.3. 
 

ᾀὰ ὡὰẗὥὰρ ὦὰ (2.3) 
 

Donde: ╦■ es la matriz de pesos de la capa ■; ╪■  son las activaciones (en este caso, serían las 

entradas de la capa actual) o salidas de la capa anterior17; y ╫
■
 es el vector de sesgos de la capa ■. 

Hasta este punto, en un modelo de red neuronal han ingresado unos datos, o entradas ●░, los 
cuales pasan por cada neurona y sufren una transformación lineal asociada a los pesos ⱷ░, y 
los sesgos ╫, y una función de activación █◑.  Los datos han recorrido toda la red neuronal, 
de principio a fin; han pasado por: i) la capa de entrada; ii) la o las capas ocultas; y, iii)  llegan a 
la capa de salida produciendo una salida, resultado, o predicción [4]  [9] . 

Para continuar con el proceso, es necesario introducir  un concepto importante, que hace parte 
de las redes neuronales: la función de pérdida ╛. Esta función mide la diferencia entre la 
salida de la red (el valor qué predice el modelo), y el valor real. Se mide durante la etapa de 
entrenamiento para mejorar la exactitud del algoritmo y su desempeño18. Unos ejemplos de 

 
 

17 Es decir, la función de activación de las capas, que para el caso de la capa ■ sería  ╪■ █◑■. 
18 Existen varias funciones de pérdida, y la selección de esta depende del tipo de problema, y 
considerando la función de activación empleada. Combinaciones inadecuadas de dichas funciones 
pueden implicar: i)  tiempos de computacionales elevados; ii)  entrenamientos fallidos; iii)  predicciones 
incorrectas; y, iv) gradientes inestables. En este trabajo solo se mencionan unas funciones de pérdida 
comunes. 
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función de pérdida comunes en la implementación de redes neuronales se muestran en la 
ecuación 2.4: 

Error cuadrático medio 
(MSE) 
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Donde: ◐
►
 es la salida real; ◐ es la salida del modelo; ╛ es la función de pérdida; ▪ es el número de 

entradas; y, los índices ░ȟ▒ denotan: ░ el conteo del número de salidas, y ▒ el número de clases19. 

Luego de haber calculado la función de pérdida es necesario hacer ajustes para optimizar el 
desempeño de la red neuronal. 

Para esto, se hace la propagación  hacia atrás  que consiste en ajustar el sesgo ╫ y los pesos 
ⱷ░. Este proceso se hace para minimizar la función de pérdida ╛ calculando los gradientes de 
pérdida20. Esto implica evaluar: i)  el gradiente de la función de pérdida ╛ respecto a los pesos 
ⱷ░; ii) el gradiente de la función de pérdida ╛ respecto al sesgo ╫; y, iii)  un ajuste de los pesos 
ⱷ░ y los sesgos ╫. Reducir al mínimo posible la función de pérdida ╛ es importante, pues 
entre más cercano a cero es el valor de esta, más cercana es la predicción del modelo a las 
respuestas reales. La manera generalizada de hacerlo se muestra en la ecuación 2.5: 
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Donde: ⱷ░╪ es el valor actual de los pesos; ╫╪ es el valor actual de los sesgos; y, Ɫ es la tasa de 

aprendizaje21. 

De manera generalizada, esta es la base teórica fundamental para crear un modelo de redes 
neuronales. Ahora bien, las diferencias entre los distintos modelos de aprendizaje que se 
pueden crear a partir de las redes neuronales dependen de una pluralidad de variables cómo: 
la cantidad de neuronas, las conexiones entre las neuronas, la cantidad de capas, las funciones 

 
 

19 Las clases aparecen en problemas donde las salidas no son respuestas binarias, como sería un 
problema cuya respuesta es falso o verdadero, o, blanco o negro; en estos modelos implícitamente hay 
dos clases. En problemas de más de dos clases explícitas, como un identificador de colores, o el presente 
trabajo (varias categorías de fallas: corrosión, deformación, desgaste, y fractura), cada muestra ░ puede 
pertenecer a una de las clases □, y el índice ▒ indica una notación para recorrer todas las clases □. 
20 Correspondiente con las derivadas parciales de una función con respecto a unas variables. 
21 La tasa de aprendizaje es un parámetro qué controla la actualización o ajuste de los pesos y los sesgos. 
La selección de este parámetro determina en parte el desempeño del modelo. Tasas de aprendizaje altas 
ɉІπȟρɊ pueden generar divergencia impidiendo qué el modelo prediga asertivamente; tasas bajas 
ɉЅπȟππρɊ pueden generar atascamiento en mínimos locales de los gradientes, o aprendizaje lento. 
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de activación, las funciones de pérdida, la tasa de aprendizaje, los algoritmos de optimización22, 
la arquitectura de la red, y la naturaleza del problema para el que se diseña la red [4] [9] . 

En todo caso, el funcionamiento de las redes neuronales engloba más complejidades. La 
definición de características necesarias para su funcionamiento como: las funciones de 
activación, las funciones de pérdida, la tasa de aprendizaje, las épocas de entrenamiento, el 
número de capas, el número de neuronas, el tamaño de los lotes, entre otros influye en el 
desempeño de las redes. 

Estas características se conocen como los hiperparámetros . Durante la construcción de los 
modelos neuronales, es importante buscar la mejor combinación posible de los 
hiperparámetros para sacar el mayor provecho al desempeño del modelo. La tabla 2-2 
presenta los hiperparámetros asociados a la construcción de redes neuronales, y su influencia 
dentro del modelo. 

Tabla 2-2: Categorías de los hiperparámetros de las redes y su descripción. 
Categoría Hiper parámetro  Descripción  

Estructura de la 
Red 

Número de capas ocultas: Define la profundidad de la red neuronal. 
Número de neuronas por capa: Influye en la capacidad de representación 

del modelo. 

Función de 
activación  

Función de activación:  ȰReLU, Sigmoid, Tanh, Softmax, Swishȱ, 
etc. Depende del tipo de tarea: ȰSoftmaxȱ 
para clasificación multiclase, ȰSigmoidȱ 
para binaria, etc. 

Optimización  

Algoritmo de optimización : SGD, Adam, RMSprop, Adagrad, etc. 
Tasa de aprendizaje (ta) : Controla el tamaño del paso en la 

actualización de pesos. 
Programación de  la ta:  Decaimiento exponencial, reducción en 

meseta, Ȱwarm-upȱ, etc. 
ȰMomentumȱ: Parámetro que ayuda a suavizar las 

actualizaciones en SGD. 
Parámetro beta en Adam: Coeficientes para el promedio móvil en 

Adam. 
Peso de regularización L1/L2 : Controla la penalización en los pesos para 

evitar sobreajuste. 

Entrenamiento y 
regularización  

ȰBatch sizeȱȡ Cantidad de ejemplos procesados antes de 
actualizar los pesos. 

Número de épocas Ȱepochsȱ: Número de veces que la red verá el 
conjunto de entrenamiento. 

Desconexión aleatoria 
Ȱ$ÒÏÐÏÕÔȱ: 

Técnica de regularización que desactiva 
aleatoriamente neuronas en cada 
iteración. 

ȰBatch Normalization ȱ: Normaliza las entradas en cada capa para 
mejorar la estabilidad. 

 
 

22 Los algoritmos de optimización corresponden precisamente a la etapa donde se ajustan o actualizan 

los pesos ⱷ░, y los sesgos ╫. Es decir, es subsecuente al cálculo de los gradientes de la función de pérdida 
╛ respecto a los pesos, y los sesgos; esto ocurre durante la etapa de propagación hacia atrás. 
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Categoría Hiper parámetro  Descripción  

ȰEarly Stoppingȱ: Detiene el entrenamiento si la validación 
no mejora tras varias iteraciones. 

Inicialización de 
pesos 

Método de inicialización : He, Glorot (Xavier), Uniforme, Normal, etc. 

Datos y 
Preprocesamiento  

Normalización/Estandarización : Transformación de los datos para mejorar 
la convergencia. 

Técnicas de aumento de datos: Aplicadas en imágenes o texto para 
mejorar generalización. 

Estrategia de 
Validación  

Tipo de partición de datos : Hold-out, k-pliegue cross-validation, 
leave-one-out, etc. 

Elaboración propia, las referencias para construir esta tabla fueron tomadas de: [4] [6] [7]. 

Ahora bien, la selección de los hiperparámetros a optimizar depende de varios factores, como 
la arquitectura de la red, el tamaño del conjunto de datos y la complejidad del problema. Es 
decir, no todas las categorías e hiperparámetros se pueden optimizar en un modelo. Dicha 
optimización dependerá de la naturaleza del problema, los datos de entrada, y naturalmente 
de una elección de un modelo o arquitectura definida la cual se quiera optimizar. 

En ese sentido, la optimización de los algoritmos suele enfocarse desde: i) el desempeño del 
modelo; ii) el costo computacional; y, iii)  sensibilidad a los datos.  Siendo así, las estrategias de 
optimización dependen del propósito con el cual se hace dicha optimización. 

En el marco de este trabajo, se explican las tres metodologías seleccionadas para la 
implementación de un sistema experto para clasificar modos de falla en ejes. 

2.2.2 Redes neuronales perceptrón multicapa ɀ MLP 

El perceptrón multicapa (MLP) es una arquitectura central dentro del aprendizaje profundo y 
las redes neuronales artificiales. Este tipo de red está diseñada para abordar tareas complejas, 
es capaz de aproximar funciones de alta dimensionalidad, convirtiéndola en una herramienta 
poderosa para resolver problemas que involucran patrones y relaciones no lineales. 

Las redes de perceptrón multicapa se caracterizan por conectar cada neurona de una capa con 
todas las neuronas de la capa precedente, y todas las neuronas de la capa subsecuente. De 
manera que cada neurona recibe información de todos los elementos de la capa anterior, y 
comparte información con todos los elementos de la siguiente capa. La figura 2-17 presenta 
una ilustración de este tipo de redes neuronales. 
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Figura 2-17: Representación esquemática de una arquitectura general MLP. 

 
Representación de una red perceptrón multicapa, con una capa oculta, una capa de entrada y una capa de salida. Elaboración 
propia. 

Puede considerarse la base para otros tipos de redes neuronales más avanzadas, como las 
redes convolucionales (CNN) y las redes recurrentes (RNN), que incorporan características 
adicionales para adaptarse a tareas específicas (imágenes, secuencias, etc.). 

2.2.3 Redes neuronales  profundas  ɀ DNN 

Las redes neuronales profundas (Deep Neural Networks, DNN) son un tipo avanzado de red 
neuronal que consta de múltiples capas ocultas, diseñadas para extraer características 
complejas y aprender representaciones jerárquicas a partir de grandes volúmenes de datos. 
Son una evolución del perceptrón multicapa (MLP) y forman la base de muchas aplicaciones 
modernas de inteligencia artificial. La figura 2-18 ilustra una representación de una red 
neuronal profunda. 

Figura 2-18: Representación esquemática de una arquitectura general DNN. 

 
Representación de una red profunda, con unas capas ocultas, una capa de entrada y una capa de salida. Elaboración propia. 

2.2.4 Redes neuronales  recurrentes  ɀ RNN LSTM 

Las redes neuronales de memoria a corto y largo plazo (Long Short-Term Memory, LSTM) son 
un tipo de red neuronal recurrente (RNN) diseñada para manejar dependencias a largo plazo 
en secuencias de datos. A diferencia de las RNN tradicionales, que sufren del problema del 
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desvanecimiento y explosión del gradiente, las LSTM utilizan una estructura de celdas especial 
con mecanismos de puertas que permiten recordar o descartar información de manera 
controlada [4] . 

Entonces, los modelos LSTM corresponden con modelos de secuencia asociados a las 
arquitecturas recurrentes. Particularmente los modelos LSTM pertenecen a una categoría 
denominada redes neuronales recurrentes con compuertas. Estas redes están diseñadas para 
crear conexiones a través de secuencias temporales donde no hay desvanecimiento en los 
gradientes. Las RNN logran esto con compuertas qué generalizan haciendo qué los pesos de 
las conexiones varíen en cada iteración o paso de tiempo. 

El concepto clave con las redes LSTM radica en la implementación de bucles internos que 
favorecen el avance del gradiente durante periodos largos. Así mismo, los pesos internos de 
dichos bucles no son fijos [4]. Esta parte es controlada por una unidad o compuerta oculta y la 
escala del tiempo de integración puede variar dinámicamente, lo que quiere decir qué a pesar 
de emplear parámetros fijos, las LSTM pueden ajustar la escala de tiempo en función de la 
secuencia de entrada qué avanza por el modelo. Esto es posible ya que las secuencias de 
entrada son producidas por el mismo modelo, ver figura 2-19. 

Figura 2-19: Representación esquemática de una célula LSTM. 

 
Diagrama básico de una célula LSTM. En vez de usar únicamente una unidad qué aplica una función no lineal en la transformación 
de las entradas y las unidades recurrentes. Estás células LSTM tienen una recurrencia interna y una recurrencia externa del 
modelo. Tomado de: [4]  

La célula LSTM (Long Short-Term Memory) es una unidad de memoria especializada dentro 
de una red neuronal recurrente (RNN). Está diseñada para resolver el problema del 
desvanecimiento del gradiente y permitir que la red retenga información durante períodos 
más largos. Su estructura se fundamenta en un estado de memoria controlado por tres 
compuertas principales: i)  la compuerta de olvido; ii) la compuerta de entrada; y, iii)  la 
compuerta de salida. 
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El proceso comienza con la entrada de la célula, que recibe información de la capa anterior o 
de pasos previos en la secuencia temporal. La primera decisión importante ocurre en la 
compuerta de olvido, que evalúa qué parte de la memoria previa es importante para el nuevo 
paso de tiempo. En caso de que algunos datos ya no son útiles, la compuerta de olvido los 
descarta; si aún son importantes, los mantiene. Esto se logra mediante una función sigmoide 
que asigna valores entre 0 y 1 a cada elemento del estado de la célula, donde 0 significa olvidar 
y 1 significa retener. 

Después, la compuerta de entrada decide qué nueva información debe agregarse al estado de 
la célula. Para esto, se aplican dos transformaciones: primero, una función sigmoide determina 
qué partes de la nueva información serán consideradas; luego, una activación tanh genera una 
versión escalada de la información seleccionada para ser almacenada. La combinación de estos 
dos valores da como resultado la actualización de la memoria de la célula. 

Cuando el estado de la célula se ha actualizado con la información relevante del pasado y la 
nueva entrada, la compuerta de salida decide qué parte de este estado contribuirá a la salida 
actual de la célula. Al igual que en las otras compuertas, se usa una función sigmoide para 
decidir qué elementos del estado serán visibles y una activación tanh para escalar la salida 
final. 

Gracias a este mecanismo de control preciso, las LSTM pueden recordar información relevante 
por más tiempo que las redes neuronales recurrentes tradicionales. Esto las hace 
especialmente útiles en tareas que dependen del contexto a largo plazo, como la traducción 
automática, el reconocimiento de voz y la predicción de series temporales. 

2.3 Sistemas expertos  
 

Los sistemas expertos son desarrollos computacionales, implementados con un tipo 
inteligencia artificial . Están diseñados para simular procesos de decisión de un especialista 
humano sobre un campo específico. Pretenden resolver problemas complejos proporcionando 
recomendaciones, diagnósticos o soluciones basadas en conocimientos previos. 
 
Los sistemas expertos se componen por tres elementos fundamentales: i)  una base de 
conocimientos, que almacena hechos y reglas sobre un campo, representados generalmente 
en forma de reglas; ii)  un motor de inferencia, que es el componente encargado de razonar con 
la información disponible, aplicando reglas lógicas para llegar a conclusiones o 
recomendaciones; y, iii)  una interfaz de usuario, que permite la interacción entre el sistema y 
el usuario, facilitando la entrada de datos y la visualización de respuestas. 
 
Siendo así, un sistema experto sigue una lógica basada en dichos elementos fundamentales. La 
base de conocimientos se divide en hechos (datos concretos sobre el problema) y reglas 
(condiciones y acciones derivadas del conocimiento experto). El motor de inferencia puede 
trabajar de dos maneras: avance frontal23, cuando parte de los datos iniciales para deducir una 

 
 

23 Para el presente trabajo, se empleó únicamente una disposición de avance frontal. 
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conclusión, o avance posterior atrás, cuando parte de una hipótesis y busca evidencia que la 
confirme. La interfaz de usuario facilita la comunicación con el usuario final, permitiendo que 
este ingrese datos y reciba respuestas en un formato comprensible. 
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3. -ÅÔÏÄÏÌÏÇþÁ 

Metodológicamente, se debe considerar la información disponible y la calidad de la misma. 
Para el entrenamiento de redes neuronales, es importante considerar qué como regla general, 
que el tamaño de la muestra de entrenamiento debería ser al menos diez veces superior a la 
cantidad de entradas qué el modelo analiza. En otras palabras, por cada característica 
individual de entrada debería haber un orden de magnitud superior o al menos diez veces los 
datos para el entrenamiento [4] .  

Ahora bien, en este trabajo tuvo en cuenta la recopilación de modos de falla analizados por el 
grupo ANFIS de la Universidad Nacional de Colombia, entre los años 2000 a 2010. Con base en 
la frecuencia de los modos de falla y su respectiva clasificación, de acuerdo con lo presentado 
por Mappe-Rojas [3] , y unos casos adicionales. Sin embargo, en esta oportunidad, la totalidad 
de los modos de falla identificados (fracturas, corrosión, deformación plástica, y desgaste) son 
evaluados por un único motor de inferencia, y sin hacer una distinción entre los modos de falla 
a evaluar. 

En esta sección se aborda el proceso metodológico del diseño conceptual, el diseño básico, y la 
implementación necesaria para la construcción de los modelos de inferencia desarrollados. 

La implementación del procesamiento de datos, los motores de inferencia, y la interfaz gráfica 
se desarrolló enteramente en lenguaje Python. En el Anexo A, se encuentra la lista de librerías 
empleadas, y su respectiva versión. Para consultar los códigos relacionados con el desarrollo 
presentado en la metodología, relacionados con el procesamiento de datos, definición de los 
modelos neuronales, optimización, entrenamiento, interfaz gráfica, y validación, por favor 

aceda a este enlace de GitHub. 

 

3.1 Diseño metodológico   

Previo a la definición de los algoritmos de redes neuronales a implementar, es necesario 
entender de manera general que información ingresa en el modelo, y que información sale del 
mismo. Una vez esto se encuentra identificado, es posible continuar con diferentes etapas del 
proceso como: i)  como se recibe la información; ii) como se organiza la información; iii)  cómo 
se prepara la información; iv) como se ingresa la información; y v) como entrega resultados el 
modelo. 

Entonces, para lo anterior se debe tener claro que información se tiene disponible, y que 
información se desea obtener como respuesta del modelo. En este caso particular y partiendo 
del análisis de fallas la información disponible son signos, o hallazgos físicos obtenidos de las 
piezas falladas, y los modos de falla identificados qué se relación con dichos signos. Una 
representación esquemática de este requerimiento se presenta en la figura 3-1. 

https://github.com/maadamee/proyecto_maestria_unal/tree/main
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Figura 3-1: Representación general en bloques del sistema requerido. 

 
La retroalimentación negativa en este caso hace referencia a la etapa de entrenamiento, ya que para el funcionamiento de los 
modelos se debe hacer un ajuste a los pesos y los sesgos durante dicho entrenamiento. Fuente: Elaboración propia. 

Estos signos son unas características de falla que se identifican en: la topografía de las 
superficies de fallas, las condiciones de operación, y las condiciones del ambiente circundante. 
Con esta información de entrada, se espera que el modelo sea capaz de predecir unas 
probabilidades de ocurrencia de unos modos de falla. De manera que las entradas 
corresponden con signos o características identificadas en un análisis de fallas, y las salidas 
serían las probabilidades de que un conjunto de entradas esté relacionado con unos modos de 
falla identificados previamente. 

En todo caso el diagrama de flujo de la figura 3-2 presenta un resumen de la metodología de 
diseño qué se planteó para el desarrollo del presente trabajo. Ir a la siguiente página. 
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Figura 3-2: Esquema de diseño metodológico para el desarrollo de un sistema experto. 

 
Fuente: Elaboración propia. 

3.2 Organización de la información para el  entrenamiento  

Es indispensable contar con una base de datos que sea fija, y qué funcione como única entrada 
para los modelos de aprendizaje. 

Se debe tener en cuenta que la información disponible para hacer el entrenamiento de los 
modelos de redes neuronales desarrollados en este trabajo se obtuvo mediante una tabla de 
frecuencias acumuladas para un total de 280 casos de fallas. Estas fallas y su clasificación 
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fueron tomadas de los informes de laboratorio de la Universidad Nacional de Colombia, y 
facilitados por el director del presente trabajo. 

En ese sentido, se debe tener en cuenta qué desde el inicio hay un sesgo en la calidad de la 
información. Ya que se encuentra disponible de manera generalizada para cada modo de falla. 
Es decir, el conjunto de datos para el entrenamiento del modelo no está individualizado, sino 
en forma de un conjunto que presenta la frecuencia de un modo de falla, y los hallazgos o 
síntomas de un análisis de falla asociado a su diagnóstico24. 

La tabla 3-1, presenta la información inicial con la que si inició el proceso de preparación de 
los datos de entrenamiento. 

Tabla 3-1: Conjunto de casos clasificados por modo de falla y su frecuencia (ver lista de 
símbolos y abreviaturas al inicio del documento) 

Modo de falla  Frecuencia  Modo de falla  Frecuencia  

bcf 43 tff  10 
bff 30 tffss 10 

adw 22 tpf 10 
ur 14 dkws 10 
pc 14 sf 10 

bfb 13 tcf 7 
lu 13 sccub 5 

tdf  12 fdff 3 
sbut 12 twdf  3 
abw 11 sbub 3 
fddf 10 bpf 3 
tbf 10 tscc 2 

Total: 280 casos ɀ 24 modos de falla diferentes 
Elaboración propia, las referencias para construir esta tabla fueron tomadas de: [3]. 

De acuerdo con la distribución mostrada en la tabla 3-1, es notorio qué hay un desbalance entre 
los modos de falla. En otras palabras, unos pocos modos de falla presentaron una ocurrencia 
relativamente alta en el conjunto de 280 casos.  Esto significa que el 8% de los modos de falla 
acapara el 26% de todos los casos identificados, mientras que el 92% de los modos de falla 
acaparan el 74% de los casos identificados. 

En cualquier caso, es claro que hay un desbalance en el conjunto de casos. La figura 3-3 
presenta la distribución de los modos de falla de acuerdo con su frecuencia en el conjunto de 
los datos evaluados para el presente trabajo. 

  

 
 

24 Ver tabla Anexo B-2, del Anexo B. 
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Figura 3-3: Distribución de los modos de falla del conjunto de datos (ver lista de símbolos 
y abreviaturas al inicio del documento).

 
Fuente: Elaboración propia. 
 

3.2.1 Preprocesamiento y procesamiento de datos  

Es claro qué para el propósito del presente trabajo, la información como esta presentada no 
permite abstraer datos relevantes, ya que únicamente relaciona dos datos: i)  una frecuencia; 
y, ii)  un modo de falla. Dichos datos son necesarios, pero insuficientes. Por esta razón, es 
necesario identificar otros factores, específicamente las características de las fallas, las cuales 
se encuentra identificadas en la sección de Lista de símbolos y abreviaturas. En ese sentido, la 
Tabla B-2, contiene el conjunto de frecuencias relativas de ocurrencia para cada característica 
de falla que se presentó para el total de casos asociados a un modo de falla en particular. 
 
En dicha tabla, se relacionan 32 características individuales para cada uno de los 24 modos de 
falla. Es decir, ahora se cuenta con 32 características adicionales las cuales se pueden 
relacionar con la frecuencia de aparición para cada modo de falla. Si bien es cierto que las 
condiciones de la calidad de la información mejoran, esto sigue siendo insuficiente. Pues 
únicamente se cuenta con un conjunto de 24 casos de evaluación. Por esto, es necesario 
aumentar el número de casos individuales para tener una mayor cantidad de casos de 
entrenamiento. 
 
Por ejemplo, revisando el caso particular del modo de falla bcf (fractura por corrosión fatiga a 
flexión), la tabla 3-2 presenta la frecuencia de aparición de las 32 características asociadas al 
modo de falla mencionado. Como puede verse en la tabla B-2 de Anexo B, este modo de falla 
presentó una frecuencia de aparición de 43 ocurrencias en un conjunto de 280 casos. Las 
características más frecuentes como sFr, fTr, aCo, aparecieron 43 veces; lo que indica su 
aparición en todas las ocurrencias del modo de falla. Otras características como mPa (23), mRa 
(16), aTe (36), y aGr (5), cuentan con una frecuencia de aparición inferior. 
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Tabla 3-2: Frecuencia de aparición de las características asociadas al modo de falla 
fractura por corrosión fatiga a flexión Ȱbcfȱ 

C F C F C F C F 

sfr 43 fTr 43 aCo 43 rSu 0 

mPa 23 fD45 0 tCo 1 aBr 0 

mRa 16 fPe45 0 Tva 41 tArr  0 

mRc 22 dPdre 0 ePg 0 eFu 0 

aGr 5 sDef 43 ePd 0 rCdc 0 

aTe 36 dPfd 0 mSf 0 dLo 0 

aFd 2 dEcd 0 pLc 0 dHo 0 

dZft 41 rCo 35 gSu 0 zP 0 
C indica una característica de falla, F indica la frecuencia con la que se observó dicha característica en el total de los 43 casos de 
falla asociados al modo de falla bcf. Elaboración propia, las referencias para construir esta tabla fueron tomadas de: [3]. 

 
De acuerdo con la presentado en la tabla anterior, es evidente la participación de ciertas 
características de falla y su relación con la asignación para el modo de falla bcf. De igual manera 
ocurre con los otros 23 modos de falla. Existen unas características preferentes que se asocian 
con los distintos tipos de falla. Al revisar la Tabla B-2 del Anexo B, se hace evidente que cada 
modo de falla tiene unas características de falla asociadas, y que su combinación favorece la 
asociación con un diagnóstico sugerente a un modo de falla en particular. 
 
En todo caso, se nota también que la cantidad de casos es reducida para la mayor cantidad de 
modos de falla. Esto es coherente con la información presentada en la figura 3-3. De manera 
qué al estar la información presentada en forma de frecuencias relativas, es necesario crear 
datos sintéticos qué presenten casos individualizados para obtener una distribución de las 
características de falla asociadas a un modo de falla. 
 
En ese sentido, en el presente trabajo se calculó la frecuencia relativa de cada característica de 
falla, y su porcentaje de aparición para cada modo de falla. Así se creó una matriz de 280 casos 
individuales qué representan una distribución de ocurrencia única para cada característica de 
falla en función de su porcentaje de ocurrencia. Por ejemplo, para el modo de falla bcf, se 
crearon 43 casos sintéticos donde la ocurrencia de cada característica de falla se asignó como: 
uno (1), o cero (0), dependiendo del porcentaje de la característica relativo a la frecuencia del 
modo de falla. 
 
Sin embargo, esta creación de casos sintéticos sigue teniendo un problema. Hay una disparidad 
en la frecuencia de ocurrencia de los modos de falla. Hay clases de dichos modos de falla qué 
se presentan en menos del 5% del conjunto de datos de los 280 casos. Por este motivo, y de 
manera definitiva, se decidió crear un conjunto definitivo de 1032 casos. Dicho conjunto 
definitivo se produjo al reproducir unos casos sintéticos para cada modo de falla que 
corresponden con el modo de falla con mayor frecuencia (bcf=43 ocurrencias) de aparición en 
el conjunto original de 280 casos, como lo muestra la figura 3-4. 
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Figura 3-4: Distribución de los modos de falla del conjunto de datos sintéticos definitivo 
(ver lista de símbolos y abreviaturas al inicio del documento). 

 
Fuente: Elaboración propia. 

 
Este conjunto de datos sintéticos se organizó de manera aleatoria, para introducir dispersión 
a los casos individuales25. De manera que los modos de falla se encuentran distribuidos 
aleatoriamente a lo largo del arreglo matricial creado. Este conjunto de datos definitivo se 
empleó para el entrenamiento de las arquitecturas planteadas en el presente trabajo.  

3.3 Selección de arquitecturas neuronales  adecuadas 

De acuerdo con el planteamiento presentado anteriormente, es importante implementar 
algoritmos qué se usen para problemas de clasificación de múltiples clases. Esto en virtud qué 
para la naturaleza del problema, los algoritmos deben ser capaces de evaluar y procesar 
múltiples entradas (características, signos, o hallazgos), y relacionarlos con múltiples salidas 
posibles (distintos modos de falla, y sus probabilidades). 

LÁÓ ȰMultilayer Perceptronȱ ɉ-,0Ɋ, o redes neuronales de perceptrón multicapa, son una 
arquitectura de red neuronal básica. Sirven como base para entender la estructura de los datos, 
y son útil es para problemas donde las relaciones entre los datos no son necesariamente 
complejas, pero requieren un modelo no lineal. 

,ÁÓ ȰDeep Neural Networksȱ (DNN), o redes neuronales profundas son arquitecturas de mayor 
complejidad que las MLP; y pueden modelar relaciones no lineales complejas en los datos. Se 
caracterizan por tener múltiples capas ocultas, que pueden aprender representaciones 

 
 

25 De no introducir la dispersión, los datos sintéticos quedan almacenados siguiendo un orden inducido 
por el valor numérico asignado a las clases (modos de falla). Cuando esta situación se presenta favorece 
el crecimiento de la función de pérdida durante el entrenamiento, impidiendo qué el modelo converja. 
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jerárquicas de los datos. Esto es particularmente útil para capturar patrones intrincados en 
datos tabulares con múltiples entradas y salidas. 

LÁÓ ȰRecurrent Neural Networks ɀ Long-3ÈÏÒÔ 4ÅÒÍ -ÅÍÏÒÙȱ (RNN-LSTM), o redes neuronales 
recurrentes de memoria de corto y largo plazo; es una arquitectura diseñada para capturar 
dependencias temporales o secuenciales en los datos. 

En ese sentido, cada uno de estos algoritmos tiene características individuales que pueden 
aprovecharse para abordar diferentes aspectos de los datos, y esto traducirse en beneficios 
para las salidas de los modelos. La tabla 3-3, se presentan algunos algoritmos empleados en 
problemas de clasificación.  

Tabla 3-3: Ventajas y desventajas de algoritmos de clasificación por redes neuronales. 
Algoritmo  Ventajas Desventajas 

Redes Neuronales 
Profundas (DNNs) 

Modelo adecuado para aprender 
representaciones complejas. Es 
flexible y se adapta a diferentes 
tipos de datos. Pueden manejar 
grandes cantidades de datos. 

Requieren un gran conjunto de datos 
de entrenamiento. Pueden ser 
computacionalmente costosas.   
Propensas al sobreajuste si no se 
regularizan adecuadamente. 

Redes de Perceptrón 
Multicapa (MLP)  

Relativamente fáciles de 
implementar. Pueden aprender 
relaciones no lineales. Versátiles 
para diversas tareas (clasificación, 
regresión). 

Pueden ser propensas al sobreajuste,  
especialmente con muchas 
capas/neuronas. Requieren un ajuste 
cuidadoso de los hiperparámetros. 
Pueden ser computacionalmente 
costosas para redes muy grandes. No 
son ideales para datos secuenciales o 
de imagen (a menos que se combinen 
con otras técnicas). 

Redes Neuronales 
Recurrentes (RNNs) 

Especialmente útiles para datos 
secuenciales o series de tiempo.   
Pueden capturar dependencias a 
largo plazo en los datos. 

Pueden ser difíciles de entrenar 
debido al problema de gradientes que 
se desvanecen o explotan. Pueden ser 
computacionalmente costosas. 

Redes Neuronales 
Convolucionales 
(CNNs) 

Especialmente útiles para datos 
con estructura espacial, como 
imágenes. Pueden aprender 
características jerárquicas de los 
datos. 

Pueden requerir grandes conjuntos 
de datos de entrenamiento. Pueden 
ser computacionalmente costosas. 

Redes Neuronales 
con Mecanismos de 
Atención (AMNNs) 

Permiten a la red enfocarse en las 
partes más relevantes de la 
entrada. Mejoran el rendimiento en 
tareas entre secuencia y secuencia. 

Añaden complejidad al modelo. 

Elaboración propia, las referencias para construir esta tabla fueron tomadas de: [4]  [6] [7] [9].  

En este caso, se consideró la implementación de redes de arquitectura DNN, y MLP como las 
dos primeras implementaciones. Esto en función de la forma en como reciben datos, y el 
funcionamiento de los mismos. Por otro lado, para el tercer modelo, se seleccionó una 
arquitectura tipo RNN. Si bien es cierto que estos modelos están diseñados para el análisis de 
secuencias temporales entre los datos, se quiso evaluar el desempeño de este modelo en 
comparación con los DNN, y MLP. 
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Durante el desarrollo de este trabajo, se contempló en su etapa inicial hacer uso de 
metodologías por redes neuronales convolucionales. Sin embargo, en vista qué el diseño de 
este tipo de redes está orientado al procesamiento de datos que tienen relaciones espaciales 
entre sí, no tenía una aplicación práctica en la solución del problema planteado en el alcance 
de este trabajo. En todo caso, vale la pena aclarar, qué para la construcción de un modelo cuyos 
datos de entrada fuesen datos con relaciones espaciales, como imágenes, las redes 
convolucionales podrían ser una arquitectura interesante. 

3.4 Diseño preliminar de  los motores de inferencia  

Una vez identificadas los tipos de arquitecturas qué se desea implementar, es necesario iniciar 
con un planteamiento básico. En este caso, un diseño preliminar qué permita identificar al 
menos la configuración básica, o arquitectura de las redes neuronales. 

El alcance de este diseño preliminar es un planteamiento básico que define el número de capas 
qué se desea probar para cada motor de inferencia, según el tipo de arquitectura a 
implementar. La definición del número de capas para este trabajo se propone a manera 
experimental. Precisamente para evaluar el comportamiento de las redes propuestas. 

En vista qué el problema planteado en este trabajo es de una naturaleza de clasificación 
multiclase, se plantean arquitecturas que se sabe son ampliamente usadas con este fin. En este 
caso, es importante tener en cuenta qué las redes MLP y las redes DNN comparten una 
arquitectura en común. Podría decirse en términos generales que los DNN son una versión más 
robusta que las MLP, en el sentido que suelen tener un mayor número de capas ocultas. 

Como es sabido, cada arquitectura tiene sus respectivas características, por ejemplo, las redes 
de perceptrón multicapa son redes donde la totalidad de las neuronas de cada capa están 
conectadas con la totalidad de las neuronas de la capa subsecuente. En el caso de las redes 
neuronales profundas esta lógica se mantiene, con la diferencia qué tienen un mayor número 
de capas ocultas. 

El caso de las redes neuronales recurrentes de memoria de corto y largo plazo, el propósito es 
evaluar la dependencia temporal de los datos. De manera qué en función de los datos de 
entrada, el modelo sea capaz de identificar información relevante y su comportamiento en el 
tiempo, qué le permitirá  identificar una relación temporal entre las entradas, y predecir el 
comportamiento de las salidas. Si bien es cierto que este tipo de redes LSTM se usan en 
problemas de clasificación, no son la arquitectura adecuada para la evaluación de datos 
tabulares, como el presente trabajo. En todo caso, se quiso explorar el funcionamiento de este 
tipo de arquitectura, y evaluar su desempeño. 

3.4.1 Planteamiento del modelo MLP 

Inicialmente, se planteó una arquitectura de perceptrón multicapa de la forma representada 
en la figura 3-5. 
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Figura 3-5: Diseño preliminar de la arquitectura MLP. 

 
Se planteó un diseño con: i) una capa de entrada con 32 entradas correspondientes a las características de falla; ii) una primera 
capa oculta; iii)  una segunda capa oculta; y, iv) una capa de salida con 24 salidas correspondientes a los modos de falla. En la 
arquitectura de perceptrón multicapa la totalidad de las neuronas de una capa se conectan con todas las neuronas de la capa 
subsecuente. También se probó un modelo de arquitectura variable con variación de número de capas ocultas entre 1 y 3 capas 
ocultas. Fuente: Elaboración propia. 

 

3.4.2 Planteamiento del modelo DNN 

En el caso del modelo de red neuronal profunda DNN, se planteó la arquitectura básica de la 
figura 3-6. 
 
Figura 3-6: Diseño preliminar de la arquitectura DNN. 

 
Se planteó un diseño con: i) una capa de entrada con 32 entradas correspondientes a las características de falla; ii) una primera 
capa oculta; iii)  una segunda capa oculta; iv) una tercera capa oculta; y, v) una capa de salida con 24 salidas correspondientes a los 
modos de falla. En la arquitectura de red neuronal profunda, al igual que en perceptrón multicapa la totalidad de las neuronas de 
una capa se conectan con todas las neuronas de la capa subsecuente. También se probó un modelo de arquitectura variable con 
variación de número de capas ocultas entre 2 y 5 capas ocultas. Fuente: Elaboración propia. 

 

3.4.3 Planteamiento del modelo RNN - LSTM 

En el caso del modelo de red neuronal profunda recurrente LSTM, se planteó la arquitectura 
básica de la figura 3-7. 
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Figura 3-7: Diseño preliminar de la arquitectura LSTM. 

 
Se planteó un diseño con: i) una capa de entrada con 32 entradas correspondientes a las características de falla; ii) una primera 
capa, LSTM; iii)  una segunda capa, densa oculta; y, iv) una capa de salida con 24 salidas correspondientes a los modos de falla. En 
la arquitectura de red neuronal LSTM, al igual que en la red neuronal profunda la totalidad de las neuronas de una capa se conectan 
con todas las neuronas de la capa subsecuente. También se probó un modelo de arquitectura variable con variación de número 
de capas ocultas posterior a la capa LSTM, entre 1 y 2 capas ocultas; y una opción de una segunda capa LSTM posterior a las capas 
ocultas, y seguida de esta posible capa LSTM una opcional capa profunda adicional. Fuente: Elaboración propia. 

Es claro, qué una vez definida la estructura básica de los modelos, es necesario definir los 
hiperparámetros de los mismos. Para definir dichos hiperparámetros, se planteó una 
metodología de optimización, como se presenta a continuación. 

3.5 Optimización y entrenamiento de los algoritmos  

La optimización de los algoritmos, como se comentó en el marco teórico, es crucial para 
obtener un desempeño adecuado. No basta con definir una arquitectura, y elegir 
aleatoriamente los hiperparámetros. De manera que es relevante buscar la mejor combinación 
de hiper parámetros posibles para el desempeño de los modelos. Lo anterior se hace en función 
de el propósito de la optimización. En este caso, podría decirse que la función objetivo es la 
exactitud durante la etapa de validación. 

El criterio de selección para definir la combinación de hiperparámetros óptima se consideró 
para la etapa de validación, y se evaluó de dos formas: i)  para los modelos de arquitectura fija 
se propuso un criterio de relación exactitud/pérdida; y, ii) para los modelos de arquitectura 
variable se propuso un criterio de exactitud/estabilidad26. Este criterio se estableció como un 
índice de calidad. 

 
 

26 El criterio de relación exactitud pérdida (exactitud / ( pérdida + épsilon))  se hizo de esta manera para 
evitar un sesgo relacionado con altas exactitudes que pudiesen ser valores atípicos. El uso de épsilon 
como término constante de magnitud 1x10-8, se introdujo para evitar divisiones por cero, en caso qué la 
magnitud de la pérdida llegase a cero. El cri terio de relación exactitud /estabilidad se definió como 

(exactitud/ ( pérdida + ʎexactitud + ʎpérdida + épsilon)) . Este criterio favorece la selección de modelos de 
mayor estabilidad, pues penaliza altas desviaciones entre los datos, y en consecuencia mitiga el riesgo 
del sobre ajuste. 
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En ese sentido, el alcance de la optimización planteada para este trabajo se centra en: i) la 
definición de la cantidad de neuronas por capa; ii)  el desconexión aleatoria27; iii) la tasa de 
aprendizaje; y, iv) las funciones de activación. Particularmente, no se buscó la optimización de 
la función de pérdida en vista qué para problemas de clasificación multiclase la función de 
pérdida recomendada es la función de entropía de clasificación cruzada. Esto para las 
arquitecturas fijas. Para las arquitecturas variables, el número de capas también se colocó 
como un hiperparámetro variable adicional. 

Adicionalmente, indiferente de si el modelo es de arquitectura fija o variable, durante la 
implementación de cada modelo se exploró los mejores hiperparámetros evaluados por 
validación cruzada para 4 tamaños de ȰÂÁÔÃÈ ÓÉÚÅȱ distintos, específicamente: 16, 32, 64, y 128. 
Entonces, en total se analizaron 8 modelos distintos por cada tipo de red, y entre estos modelos 
se definió la selección óptima. 

En general, se buscó la optimización de dichos hiper parámetros mediante la combinación de: 
i)  búsqueda aleatoria (ȰRandom Searchȱ - RS); y, ii) Validación cruzada por pliegues (K-Ȱfoldȱ). 
De manera que se evaluara no solo la mejor combinación de hiperparámetros posible durante 
la etapa de entrenamiento y validación, sino también la combinación promedio más estable 
durante los entrenamientos por cada pliegue. Como algoritmo de optimización se implementó 
la búsqueda por la metodología de estimación de momento ajustable ȰAdamȱ. Se hicieron 20 
intentos de exploración y 3 ejecuciones distintas por cada intento28, esos 20 intentos para cada 
pliegue. En esta exploración de hiperparámetros se emplearon 5 pliegues, de manera qué para 
cada partición (pliegue) se evaluaron 60 combinaciones distintas logradas entre un conjunto 
de 20 familias de hiperparámetros distintas, y 3 familias de pesos y sesgos distintos. De manera 
qué cada modelo exploró 300 combinaciones distintas, para cada ȰÂÁÔÃÈ ÓÉÚÅȱ. Para un total de 
1200 combinaciones diferentes por tipo de red (MLP, DNN, y LSTM)29. 

En el alcance de este trabajo, se pretendió hacer la optimización de las funciones de activación 
para las capas ocultas. Para la capa de salida, no se buscó ese propósito debido a que la función 
de Python ȰSoftmaxȱ es usada habitualmente en problemas de clasificación multiclase, entrega 
las salidas en valores de probabilidad donde la suma de todas las salidas es 1, y se usa en 
conjunto con ÌÁ ÆÕÎÃÉĕÎ ȰCategorical Crossentropyȱ. 

La optimización hecha exploró los mejores hiperparámetros evaluados por validación cruzada 
para 4 tamaños de ȰÂÁÔÃÈ ÓÉÚÅȱ distintos, específicamente: 16, 32, 64, y 128. Para el 
entrenamiento de los modelos definitivos se utilizó la mejor combinación de hiperparámetros 
buscándola en el tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ con mejor comportamiento. 

 
 

27 En este caso, porqué la regularización que se implementó para las redes está basada en ȰDropoutȱ 
como método de regularización. Sin embargo, este no es el único tipo de regularización. 
28 Estos intentos corresponden con una inicialización aleatoria de hiperparámetros definidos 
automáticamente por Ȱkerastunerȱ. Las ejecuciones corresponden a la inicialización de pesos y sesgos 
aleatorios, pero usando los hiperparámetros definidos en el intento o Ȱtrialȱ actual. 
29 Considerando la implementación de las arquitecturas fijas, y variables, el número se duplica (2400). 
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3.5.1 Metodología de la optimización  

Se implementó una sección de código para crear un modelo básico de acuerdo con lo planteado 
en la sección Diseño preliminar de los motores de inferencia, y sus respectivas subsecciones. En 
el modelo planteado se implementó la optimización basada en el conjunto de datos definitivos 
de origen sintético. Se separó las características independientes (X), asumidas como entradas 
para el modelo, y la variable objetivo o clases (y) , en este caso los modos de falla. 
 
Se hizo el planteamiento para la construcción de una red neuronal en donde, se establecen los 
hiperparámetros a optimizar30. La arquitectura de la red está compuesta por varias capas 
densas, cada una con una cantidad de neuronas que se ajusta dinámicamente según los valores 
seleccionados durante la búsqueda. 
 
El paso de optimización de cada hiper parámetro se definió en la construcción de los modelos. 
Para las arquitecturas fijas, se definió un salto de 32 neuronas o nodos. En las arquitecturas 
variables, se pretendió explorar una configuración más robusta, implementando saltos de 16 
neuronas o nodos, para las capas densas, y 32 neuronas para la segunda capa LSTM opcional. 
Los límites de estos rangos se encuentran definidos en dicha sección. 
 
El modelo se compila utilizando la función de pérdida Ȱcategorical crossentropyȱ, la métrica de 
evaluación por exactitud en la validación, y el optimizador ȰAdamȱ, con variación de tasa de 
aprendizaje, lo que permite explorar con distintas tasas de aprendizaje la mejor configuración. 
 
Cómo es sabido, el tamaño del ȰÂÁÔÃÈ ÓÉÚÅȱ es un factor importante en el entrenamiento de los 
modelos, por esta razón se implementó la evaluación con validación cruzada para cuatro 
ȰÂÁÔÃÈ ÓÉÚÅȱ de tamaños de 16, 32, 64, y 128 unidades. 
 
Para evaluar el impacto del tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ en el rendimiento del modelo, cada una de 
estas configuraciones se evaluó en un procedimiento de validación cruzada estratificada con 
cinco particiones o pliegues, lo que permite obtener una evaluación robusta al entrenar y 
validar el modelo en diferentes particiones de los datos. 
 
Para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ, se hizo un proceso iterativo en el cual los datos se dividen en 
cinco subconjuntos mediante la función de Python ȰStratifiedKFoldȱ. Para cada iteración, se 
separó cada pliegue como conjunto de validación, y los restantes como datos de 
entrenamiento. Posteriormente, se creó un sintonizador o Ȱtunerȱ implementado con la 
función ȰKerasTunerȱ, y configurado para explorar hasta 20 combinaciones distintas de 
hiperparámetros y repetir cada prueba tres veces con diferentes inicializaciones aleatorias de 
pesos y sesgos, con el fin de obtener resultados estables. En la implementación de la función 
ȰKerasTunerȱ se ejecutó el proceso de optimización en el conjunto de entrenamiento y 
validación, determinando así la mejor combinación de parámetros para cada pliegue, para 
cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ. 
 

 
 

30 Se debe tener en cuenta que estos hiperparámetros se evaluaron para 4 ȰÂÁÔÃÈ ÓÉÚÅȱ distintos, y del 
resultado de la comparación de esos modelos se resaltó el mejor según los criterios de 
exactitud/pérdida; y exactitud/estabilidad  que se describirán más adelante. 
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Cuando el mejor conjunto de hiperparámetros es encontrado, se construye un modelo con 
dichos valores y se entrena nuevamente. Para evitar entrenamientos de parámetros 
inadecuado se usó la función de Python Ȱearly stoppingȱ para detener el entrenamiento sí la 
pérdida durante la etapa de validación deja de mejorar (disminuir su magnitud) después de 
diez épocas. Al finalizar el entrenamiento, el modelo obtenido se guardó junto con los valores 
de exactitud y pérdida obtenidos en validación. Además, también se guardaron los 
hiperparámetros seleccionados en archivos, .json para su posterior análisis. 
 
En cada configuración de ȰÂÁÔÃÈ ÓÉÚÅȱ, se calculó el promedio y la desviación estándar de la 
exactitud y la pérdida a lo largo de los cinco pliegues, permitiendo así una comparación 
objetiva entre las diferentes opciones. Estos resultados se guardaron en archivos, .json, 
generando un registro detallado del desempeño en cada configuración. 
 
Para la selección del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ y optimización final, con los resultados obtenidos, se 
evaluaron para el ȰÂÁÔÃÈ ÓÉÚÅȱ que alcanzó la mayor exactitud promedio en validación. De 
manera que, se usaron los hiperparámetros correspondientes a dicha configuración y se 
calculó con el índice de calidad, qué puede ser: i)  exactitud/pérdida; o ii)  exactitud/estabilidad; 
para arquitectura fija y variable respectivamente. De esta manera se priorizó las 
combinaciones de hiperparámetros con un mejor rendimiento relativo. Finalmente, la 
combinación con el mayor índice de calidad se seleccionó como la óptima y se usó para el 
entrenamiento del modelo definitivo. 
 
Con esta configuración final, se construyó un nuevo modelo utilizando la mejor combinación 
de los hiperparámetros del ȰÂÁÔÃÈ ÓÉÚÅȱ con mejor desempeño. Dicho modelo se entrenó 
utilizando todo el conjunto de datos, sin hacer uso de la validación cruzada por pliegues. Para 
este entrenamiento, se planteó una división entre los datos de entrenamiento y los datos de 
validación, de 80% y 20% respectivamente. Este entrenamiento usó nuevamente la función de 
0ÙÔÈÏÎ Ȱearly stoppingȱ de diez épocas, para evitar el sobreajuste. La información tanto del 
entrenamiento para el modelo final, como sus hiperparámetros en archivos se almacenó en 
unos archivos de extensión. keras y .json, respectivamente. 
 

3.5.2 Optimización  y entrenamiento  de los modelo s MLP ɀ DNN - 
LSTM 

Después de haber definido los modelos, la secuencia de compilación pasa al planteamiento de 
la estrategia de optimización. Los resultados de exactitud, y pérdida para las etapas de 
entrenamiento y validación; las combinaciones de hiperparámetros para cada pliegue de cada 
ȰÂÁÔÃÈ ÓÉÚÅȱ; los resultados de los entrenamientos para cada pliegue de la validación cruzada; 
y, el entrenamiento del mejor modelo encontrado. Todos los datos anteriormente descritos se 
almacenaron como archivos para su posterior uso. 
 
Para el caso de las arquitecturas variables, fue necesario imponer una estructura de 
almacenamiento condicionada para únicamente almacenar la información de los mejores 
hiperparámetros encontrados para cada iteración. Esto ocurre porque durante la búsqueda 
aleatoria, sí en la arquitectura variable se determina, por ejemplo, qué el número óptimo de 
capas es 3, pero en los límites se definió capas entre 2 y 5, Ȱrandom  searchȱ asigna valores para 
las 5 capas, así haya determinado qué el número óptimo fue 3. Sí dichos valores adicionales de 
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capas se escriben en los archivos almacenados que contienen los hiperparámetros, esos datos 
se usan para entrenar al modelo final. 
 

3.5.2.1 Mejor combinación de hiperparámetros del modelo MLP  

En esta sección, las figuras: 3-8, 3-9, 3-10, y 3-11; muestran el comportamiento individual de 
cada proceso de entrenamiento para los cinco pliegues en cada uno de los cuatro tamaños de 
ȰÂÁÔÃÈ ÓÉÚÅȱ implementados. El comportamiento mencionado se refiere específicamente a las 
tendencias de la exactitud, y la función de pérdida. Es importante indicar que tanto la exactitud 
como la función de pérdida se evalúan en las etapas de entrenamiento y validación. 
 
Cada gráfico de las figuras: 3-8, 3-9, 3-10, y 3-11; muestra en línea continua las tendencias 
durante la etapa de entrenamiento, y en línea segmentada las tendencias durante la validación. 
Vale la pena recordar que, del conjunto de datos usados para el entrenamiento, se hizo una 
segmentación donde el 80% de los datos se usó para el entrenamiento y el 20% para la 
validación. Esta segmentación de los datos aplica para cada pliegue en cada tamaño de ȰÂÁÔÃÈ 
ÓÉÚÅȱȢ 
 
Figura 3-8: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo MLP en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 16. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros varían entre los mismos. Hay convergencia general 
en la exactitud y la pérdida en los entrenamientos y las validaciones. A excepción del pliegue 2, los otros detuvieron su 
entrenamiento antes de 30 épocas, lo que indica una detención temprana para evitar un sobre ajuste. El pliegue 2 tomó poco más 
de 80 épocas para alcanzar su mayor potencial. En cualquier caso, la homogeneidad de las curvas indica generalización (modelo 
qué no está sobre ajustado a los datos). Fuente: Elaboración propia. 
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Figura 3-9: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo MLP en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 32. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
en los entrenamientos y las validaciones, todos los pliegues detuvieron su entrenamiento antes de 50 épocas. El proceso iterativo 
acá fue inferior a 100 épocas, indicando que los pliegues alcanzaron su máximo potencial antes de 50 épocas. En cualquier caso, 
la homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado a los datos). Fuente: Elaboración propia. 

Figura 3-10: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo MLP en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 64. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
y rápida antes de las primeras 30 iteraciones en los entrenamientos y las validaciones, algunos lotes detuvieron su entrenamiento 
entre 40 y poco menos de 80 épocas. La homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado a 
ÌÏÓ ÄÁÔÏÓɊ Ù ÌÁÓ ÆÌÕÃÔÕÁÃÉÏÎÅÓ Õ ÏÓÃÉÌÁÃÉÏÎÅÓ ÓÏÎ ÓÏÓÔÅÎÉÄÁÓ ÅÎ ÖÁÌÏÒÅÓ ÃÅÒÃÁÎÏÓȟ ÐÕÅÓ ÅÓÅ ȰÒÕÉÄÏȱ ÎÏ ÔÉÅÎÅ ÁÍÐÌÉÔÕÄÅÓ 
significativas31. Fuente: Elaboración propia. 

 
 

31 Esto se verá con claridad más adelante donde se presentan unos parámetros estadísticos para evaluar 
la dispersión de los datos. 



Metodología 51 

 

Figura 3-11: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo MLP en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 128. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. Hay convergencia general 
y rápida posterior  a las primeras 40 iteraciones en los entrenamientos y las validaciones, algunos lotes detuvieron su 
entrenamiento cerca de las 40 épocas. La homogeneidad de las curvas indica que no hay sobre ajuste en el aprendizaje, y las curvas 
de pérdida se perciben más suaves qué para los casos anteriores, lo que se puede interpretar como una menor dispersión. Fuente: 
Elaboración propia. 

Luego de obtener los datos pertenecientes a los entrenamientos de cada modelo, es decir el 
entrenamiento y la validación de cada pliegue para cada ȰÂÁÔÃÈ ÓÉÚÅȱ, es posible observar la 
dispersión de los valores de la exactitud y la función de pérdida. En la figura 3-12, se muestra 
un mapa de la dispersión obtenida para la exactitud y la función de pérdida en cada pliegue 
dentro cada ȰÂÁÔÃÈ ÓÉÚÅȱ. 
 
Figura 3-12: Dispersión de la exactitud y validación para cada pliegue de los distintos ȰÂÁÔÃÈ 
ÓÉÚÅȱ durante la optimización de hiper parámetros del modelo MLP. 

 
Se observan cuatro marcadores con figuras geométricas distintas, una para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ. Los marcadores azules 
indican el entrenamiento, y los marcadores amarillos indican la validación. En general se observa para la exactitud y la perdida 
valores menos dispersos en el entrenamiento que en la validación. Es decir, valores más altos en promedio por cada pliegue en la 
exactitud, y valores más bajos por pliegue en la pérdida. Es notorio qué hay una mayor dispersión en los datos de la validación. 
Uno de los datos atípicos o más dispersos se presenta en el pliegue 4 del ȰÂÁÔÃÈ ÓÉÚÅȱ 16 en la exactitud de validación, y en la 
dispersión en el pliegue 4 para el ȰÂÁÔÃÈ ÓÉÚÅȱ 16. Estas dispersiones indican variabilidad en el rendimiento de cada iteración. Sin 
embargo, no hay una tendencia clara sobre un tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ que se diferencie significativamente sobre los demás. Este 
gráfico es una representación del rendimiento de cada pliegue para la mejor combinación de hiper parámetros encontrado en 
cada pliegue para cada ȰÂÁÔÃÈ ÓÉÚÅȱ calculado. Fuente: Elaboración propia. 
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Sin embargo, esta forma de mostrar los datos no permite detallar fácilmente en qué ȰÂÁÔÃÈ 
ÓÉÚÅȱ se presentó el mejor desempeño según el índice de calidad detallado en la nota al pie de 
página de numeración 29, en la sección 3.5. La figura 3-13 muestra las dispersiones de manera 
separada para la función de pérdida, y la exactitud; presentando también de forma separada 
los valores de las etapas de entrenamiento y validación. En la figura 3-13 se presenta la 
dispersión general en cada ȰÂÁÔÃÈ ÓÉÚÅȱ en vez de verla individualmente para cada pliegue. En 
otras palabras, cada ȰÂÁÔÃÈ ÓÉÚÅȱ presentado integra los datos de los cinco pliegues calculados. 
 
Figura 3-13: Evaluación del desempeño de los ȰÂÁÔÃÈ ÓÉÚÅȱ entrenados basado en la exactitud 
y pérdida para el modelo MLP. 

 
Se observan cuatro marcadores con figuras geométricas distintas, una para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ. En este caso, se observa 
la dispersión de la exactitud y la pérdida en entrenamiento y validación a nivel global para cada ȰÂÁÔÃÈ ÓÉÚÅȱ. µ indica el promedio 
o media, Md  indica la mediana, y ʎ la desviación estándar. En estos gráficos se presenta el comportamiento general de cada 
modelo, es una representación resumida de la dispersión presentada en la imagen anterior. Cada ȰÂÁÔÃÈ ÓÉÚÅȱ tiene unos bigotes 
que representan las dispersiones máximas de los datos. Es decir, muestra donde se presentaron los valores extremos de cada 
etapa para la validación y el entrenamiento en la exactitud y la validación. Es notorio, en este caso que el modelo del ȰÂÁÔÃÈ ÓÉÚÅȱ 
128 en la etapa de validación presentó la exactitud promedio más alta y con menor dispersión, así como la pérdida promedio más 
baja y con menor dispersión. Fuente: Elaboración propia. 

Una vez identificado el mejor ȰÂÁÔÃÈ ÓÉÚÅȱ (en este caso 128) según el índice de calidad, se 
extrajo la información de la exactitud y la función de pérdida en la etapa de validación. en la 
etapa de validación, para cada pliegue. Esto se muestra en la figura 3-14, con el objetivo de 
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identificar qué pliegue obtuvo el mejor desempeño según el índice de calidad establecido. En 
general, puede decirse que el mejor pliegue corresponde al que presente la exactitud promedio 
más alta y la pérdida promedio más baja32. 
 
Figura 3-14: Dispersión de la exactitud y la pérdida en la validación cruzada para cada 
partición del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ en el modelo MLP. 

 
Se observa la exactitud y pérdida en la validación cruzada de los cinco pliegues. En este caso, es evidente que la tercera partición 
(pliegue2), presenta la mayor exactitud y la menor pérdida de todos los pliegues del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ, en este caso 128. Fuente: 
Elaboración propia. 

La figura 3-15, presenta una versión detallada de la exactitud en la etapa de validación para el 
ȰÂÁÔÃÈ ÓÉÚÅȱ de mejor desempeño (128) identificado en la figura 3-13. 

Figura 3-15: Distribución  de la exactitud global en la validación para el modelo MLP de los 
mejores hiperparámetros seleccionados. 

 
Se observa una representación de la distribución de la exactitud en la validación. La caja azul representa los límites del rango 
intercuartil 33, El triángulo verde el valor numérico alineado horizontalmente con el corresponde a el promedio. La línea naranja y 
el número alineado con ella corresponde a la mediana. Y los bigotes, muestran los valores extremos más alejados, siguiendo la 
regla de los límites inferior y superior34. En este caso, no se presentan valores atípicos para la dispersión de los datos. Fuente: 
Elaboración propia. 

 
 

32 Esto no aplica necesariamente para las arquitecturas variables. Ya que en estas se considera también 
la dispersión de los datos. Ver la nota número 29 al pie de página de la sección 3.5. 
33 El rango Inter cuartil  corresponde con la dispersión del 50% de los datos, contenidos entre el 25% y 
el 75% de la distribución de los datos. Este rango se define como IQR=Q3-Q1, donde Q3 es el tercer 
cuartil, y Q1 es el primer cuartil . 
34 El Límite superior = Q3-1.5*IQR; y, el Límite inferior  = Q1+1.5*IQR. 
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Luego de haber identificado el pliegue de mejor comportamiento, y revisar la dispersión 
general del ȰÂÁÔÃÈ ÓÉÚÅȱ de mejor desempeño (128) , se entrenó al mejor modelo encontrado de 
acuerdo con el índice de calidad, en este caso el pliegue 2 del ȰÂÁÔÃÈ ÓÉÚÅȱ 128. La figura 3-16, 
presenta el comportamiento de la exactitud y la función de pérdida en la etapa de validación y 
entrenamiento. 

Figura 3-16: Tendencia de la exactitud y la pérdida en etapa de entrenamiento y validación 
para el modelo MLP final entrenado con la mejor combinación de hiperparámetros. 

 
Se observa la exactitud y la función de pérdida para el entrenamiento y validación del modelo final entrenado con todo el conjunto 
de datos, con una distribución del 80% en entrenamiento, y 20% en validación. la mejor combinación de hiper parámetros 
encontrada: Ȱbatch_size:128 {'units_1': 96, 'activation_1': 'relu', 'dropout_1': 0.2, 'units_2': 32, 'activation_2': 'relu', 'learning_rate': 
0.001}ȱ. Se observa una convergencia rápida en las curvas de exactitud y pérdida en el entrenamiento y la validación. El modelo 
alcanza estabilidad cerca de la iteración 15, a partir de ahí oscila en valores cercanos. Se observa disminución sostenida de la 
pérdida, lo que indica la generalización adecuada del modelo. Fuente: Elaboración propia. 

3.5.3 Optimización y entrenamiento del modelo  DNN 

En esta sección, las figuras: 3-17, 3-18, 3-19, y 3-20; muestran el comportamiento individual 
de cada proceso de entrenamiento para los cinco pliegues en cada uno de los cuatro tamaños 
de ȰÂÁÔÃÈ ÓÉÚÅȱ implementados. El comportamiento mencionado se refiere específicamente a 
las tendencias de la exactitud, y la función de pérdida. Es importante indicar que tanto la 
exactitud como la función de pérdida se evalúan en las etapas de entrenamiento y validación. 
 
Cada gráfico de las figuras: 3-17, 3-18, 3-19, y 3-20; muestra en línea continua las tendencias 
durante la etapa de entrenamiento, y en línea segmentada las tendencias durante la validación. 
Vale la pena recordar que, del conjunto de datos usados para el entrenamiento, se hizo una 
segmentación donde el 80% de los datos se usó para el entrenamiento y el 20% para la 
validación. Esta segmentación de los datos aplica para cada pliegue en cada tamaño de ȰÂÁÔÃÈ 
ÓÉÚÅȱȢ 
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Figura 3-17: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo DNN en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 16. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
en los entrenamientos y las validaciones. Sin embargo, se identifica una diferencia cercana a un 10% en las exactitudes entre los 
pliegues de menor desempeño y mayor desempeño. Algunos lotes detuvieron su entrenamiento antes de 40 épocas, lo que indica 
una detención temprana para evitar un sobre ajuste, así como también qué hubo pliegues donde el aprendizaje fue de mayor 
dificultad. En cualquier caso, la homogeneidad de las curvas indica generalización. Sin embargo, es evidente un alto nivel de 
dispersión y ruido tanto en las curvas de exactitud como de pérdida (modelo qué no está sobre ajustado a los datos). Fuente: 
Elaboración propia. 

Figura 3-18: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo DNN en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 32. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
en los entrenamientos y las validaciones, todos lotes detuvieron su entrenamiento antes de 40 épocas. El proceso iterativo acá fue 
inferior a 100 épocas, indicando un aprendizaje rápido lo que sugiere qué el modelo alcanzó rápidamente su mejor potencial. En 
cualquier caso, la homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado a los datos). Fuente: 
Elaboración propia. 
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Figura 3-19: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo DNN en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 64. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
y rápida poco después de las primeras 30 iteraciones en los entrenamientos y las validaciones, algunos lotes detuvieron su 
entrenamiento entre 30 y poco más de 50 épocas. La homogeneidad de las curvas indica generalización (modelo qué no está sobre 
ÁÊÕÓÔÁÄÏ Á ÌÏÓ ÄÁÔÏÓɊ Ù ÌÁÓ ÆÌÕÃÔÕÁÃÉÏÎÅÓ Õ ÏÓÃÉÌÁÃÉÏÎÅÓ ÓÏÎ ÓÏÓÔÅÎÉÄÁÓ ÅÎ ÖÁÌÏÒÅÓ ÃÅÒÃÁÎÏÓȟ ÐÕÅÓ ÅÓÅ ȰÒÕÉÄÏȱ ÎÏ ÔÉÅÎÅ ÁÍÐÌÉÔudes 
significativas. En este caso, las curvas del Pliegue2 de validación y entrenamiento para la pérdida y la exactitud muestra un 
aprendizaje lento en comparación con los otros Pliegues que se tienden a sostener en valores cercanos, antes de las primeras 30 
épocas, Fuente: Elaboración propia. 

Figura 3-20: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo DNN en cinco lotes del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 128. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
y rápida antes de las primeras 30 iteraciones en los entrenamientos y las validaciones, algunos lotes detuvieron su entrenamiento 
cerca de las 60 épocas. La homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado a los datos), y 
las curvas de las pérdidas se perciben más suaves qué para los casos anteriores, lo que se puede interpretar como una evasión de 
fluctuaciones abruptas. Sin embargo, se presenta una alta variabilidad en la velocidad de aprendizaje. Fuente: Elaboración propia. 

Luego de obtener los datos pertenecientes a los entrenamientos de cada modelo, es decir el 
ÅÎÔÒÅÎÁÍÉÅÎÔÏ Ù ÌÁ ÖÁÌÉÄÁÃÉĕÎ ÄÅ ÃÁÄÁ ÐÌÉÅÇÕÅ ÐÁÒÁ ÃÁÄÁ ȰÂÁÔÃÈ ÓÉÚÅȱȟ ÅÓ ÐÏÓÉÂÌÅ ÏÂÓÅÒÖÁÒ ÌÁ 
dispersión de los valores de la exactitud y la función de pérdida. En la figura 3-21, se muestra 



Metodología 57 

 

un mapa de la dispersión obtenida para la exactitud y la función de pérdida en cada pliegue 
ÄÅÎÔÒÏ ÃÁÄÁ ȰÂÁÔÃÈ ÓÉÚÅȱȢ 

Figura 3-21: Dispersión de la exactitud y validación para cada pliegue de los distintos ȰÂÁÔÃÈ 
ÓÉÚÅȱ durante la optimización de hiper parámetros del modelo DNN. 

 
Se observan cuatro marcadores con figuras geométricas distintas, una para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ, los marcadores azules 
indican el entrenamiento, y los marcadores amarillos indican la validación. En general se observa para la exactitud y la perdida 
valores menos dispersos en el entrenamiento que en la validación. Es decir, valores más altos en promedio por cada pliegue en la 
exactitud, y valores más bajos por pliegue en la pérdida. Es notorio qué hay una mayor dispersión en los datos del entrenamiento. 
Uno de los datos atípicos se presenta en el pliegue 3 del ȰÂÁÔÃÈ ÓÉÚÅȱ 128 en la exactitud de entrenamiento. Estas dispersiones 
indican variabilidad en el rendimiento de cada iteración. Sin embargo, no hay una tendencia clara sobre un tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ 
que se diferencie significativamente sobre los demás. Este gráfico es una representación del rendimiento de cada pliegue para la 
mejor combinación de hiper parámetros encontrado en cada pliegue para cada ȰÂÁÔÃÈ ÓÉÚÅȱ calculado. Fuente: Elaboración propia. 

Sin embargo, esta forma de mostrar los datos no permite detallar fácilmente en qué ȰÂÁÔÃÈ 
ÓÉÚÅȱ se presentó el mejor desempeño según el índice de calidad detallado en la nota al pie de 
página de numeración 29, en la sección 3.5. 
 
Para solventar esta falencia en la observación de los datos, la figura 3-22 muestra las 
dispersiones de manera separada para la función de pérdida, y la exactitud; presentando 
también de forma separada los valores de las etapas de entrenamiento y validación. En la 
figura 3-22 se presenta la dispersión general en cada ȰÂÁÔÃÈ ÓÉÚÅȱ en vez de verla 
individualmente para cada pliegue. En otras palabras, cada ȰÂÁÔÃÈ ÓÉÚÅȱ presentado integra los 
datos de los cinco pliegues calculados. 
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Figura 3-22: Evaluación del desempeño de los ȰÂÁÔÃÈ ÓÉÚÅȱ entrenados basado en la exactitud 
y pérdida para el modelo DNN. 

 
Se observan cuatro marcadores con figuras geométricas distintas, una para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ. En este caso, se observa 
la dispersión de la exactitud y la pérdida en entrenamiento y validación a nivel global para cada ȰÂÁÔÃÈ ÓÉÚÅȱ. µ indica el promedio 
o media, Md  indica la mediana, y ʎ la desviación estándar. En estos gráficos de esta figura, se presenta el comportamiento general 
de cada modelo, es una representación resumida de la dispersión presentada en la imagen anterior. Cada ȰÂÁÔÃÈ ÓÉÚÅȱ tiene unos 
bigotes que representan las dispersiones máximas de los datos. Es decir, muestra donde se presentaron los valores extremos de 
cada etapa para la validación y el entrenamiento en la exactitud y la validación. Es notorio, en este caso que el modelo del ȰÂÁÔÃÈ 
ÓÉÚÅȱ 128 en la etapa de validación presentó la exactitud promedio más alta y con menor dispersión, así como la pérdida promedio 
más baja y con menor dispersión. Fuente: Elaboración propia. 

Una vez identificado el mejor ȰÂÁÔÃÈ ÓÉÚÅȱ (en este caso 128) según el índice de calidad, se 
extrajo la información de la exactitud y la función de pérdida en la etapa de validación. en la 
etapa de validación, para cada pliegue. Esto se muestra en la figura 3-23, con el objetivo de 
identificar qué pliegue obtuvo el mejor desempeño según el índice de calidad establecido. En 
general, puede decirse que el mejor pliegue corresponde al que presente la exactitud promedio 
más alta y la pérdida promedio más baja35.  

 
 

35 Esto no aplica necesariamente para las arquitecturas variables. Ya que en estas se considera también 
la dispersión de los datos. Ver la nota número 29 al pie de página de la sección 3.5. 
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Figura 3-23: Dispersión de la exactitud y la pérdida en la validación cruzada para cada 
partición del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ en el modelo DNN. 

 
Se observa la exactitud y pérdida en la validación cruzada de los cinco pliegues. En este caso, es evidente que la tercera partición 
o el pliegue 2, presenta la mayor exactitud y la menor pérdida de todos los pliegues del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ, en este caso 128. Fuente: 
Elaboración propia. 

La figura 3-24, presenta una versión detallada de la exactitud en la etapa de validación para el 
ȰÂÁÔÃÈ ÓÉÚÅȱ de mejor desempeño (128) identificado en la figura 3-22. 

Figura 3-24: Distribución de la exactitud global en la validación para el modelo DNN de los 
mejores hiperparámetros seleccionados. 

 
Se observa una representación de la distribución de la exactitud en la validación. La caja azul representa los límites del rango 
intercuartil . El triángulo verde el valor numérico alineado horizontalmente con el corresponde a el promedio. La línea naranja y 
el número alineado con ella corresponde a la mediana. Y los bigotes, muestran los valores extremos más alejados, siguiendo la 
regla de los límites inferior y superior. En este caso, se presentan valores atípicos para la dispersión de los datos indicados por los 
círculos alineados axialmente con la caja. Fuente: Elaboración propia. 

Luego de haber identificado el pliegue de mejor comportamiento, y revisar la dispersión 
general del ȰÂÁÔÃÈ ÓÉÚÅȱ de mejor desempeño (128), se entrenó al mejor modelo encontrado de 
acuerdo con el índice de calidad, en este caso el pliegue 2 del ȰÂÁÔÃÈ ÓÉÚÅȱ 128. La figura 3-25, 
presenta el comportamiento de la exactitud y la función de pérdida en la etapa de validación y 
entrenamiento. 
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Figura 3-25: Tendencia de la exactitud y la pérdida en etapa de entrenamiento y validación 
para el modelo DNN final entrenado con la mejor combinación de hiperparámetros. 

 
Se observa la exactitud y la función de pérdida para el entrenamiento y validación del modelo final entrenado con todo el conjunto 
de datos, con una distribución del 80% en entrenamiento, y 20% en validación. la mejor combinación de hiper parámetros 
encontrada: Ȱbatch_size:128 {'units_1': 96, 'activation_1': 'relu', 'desconexión aleatoria_1': 0.3, 'units_2': 16, 'activation_2': 'relu', 
'desconexión aleatoria_2': 0.3, 'units_3': 32, 'activation_3': 'relu', 'learning_rate': 0.01}ȱȢ Se observa una convergencia rápida en las 
curvas de exactitud y pérdida en el entrenamiento y la validación. El modelo alcanza estabilidad en validación cerca de la iteración 
30, a partir de ahí oscila en valores cercanos. No se observa incremento de la pérdida, lo que indica la generalización adecuada del 
modelo. Fuente: Elaboración propia. 

3.5.4 Optimización y entrenamiento del modelo LSTM  

Las figuras: 3-26, 3-27, 3-28, y 3-29; muestran el comportamiento individual de cada proceso 
de entrenamiento para los cinco pliegues en cada uno de los cuatro tamaños de ȰÂÁÔÃÈ ÓÉÚÅȱ 
implementados. El comportamiento mencionado se refiere específicamente a las tendencias 
de la exactitud, y la función de pérdida. Es importante indicar que tanto la exactitud como la 
función de pérdida se evalúan en las etapas de entrenamiento y validación. 
 
Cada gráfico de las figuras: 3-26, 3-27, 3-28, y 3-29; muestra en línea continua las tendencias 
durante la etapa de entrenamiento, y en línea segmentada las tendencias durante la validación. 
Vale la pena recordar que, del conjunto de datos usados para el entrenamiento, se hizo una 
segmentación donde el 80% de los datos se usó para el entrenamiento y el 20% para la 
validación. Esta segmentación de los datos aplica para cada pliegue en cada tamaño de ȰÂÁÔÃÈ 
ÓÉÚÅȱȢ 
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Figura 3-26: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo LSTM en cinco lotes del 
ȰÂÁÔÃÈ ÓÉÚÅȱ 16. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
en los entrenamientos y las validaciones, algunos lotes detuvieron su entrenamiento antes de 20 épocas, lo que indica una 
detención temprana para evitar un sobre ajuste, así como también qué hubo pliegues donde el aprendizaje fue de mayor dificultad 
(pliegue2) alcanzando su mejor potencial sobre las 60 épocas. En cualquier caso, la homogeneidad de las curvas indica 
generalización (modelo qué no está sobre ajustado a los datos). Fuente: Elaboración propia. 

Figura 3-27: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo LSTM en cinco lotes del 
ȰÂÁÔÃÈ ÓÉÚÅȱ 32. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
en los entrenamientos y las validaciones, algunos lotes detuvieron su entrenamiento antes de 40 épocas. El proceso iterativo acá 
fue inferior a 100 épocas. El pliegue 2 presentó un comportamiento atípico, aumentando el valor de la pérdida, sugiriendo una 
pérdida de estabilidad. En cualquier caso, la homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado 
a los datos). Fuente: Elaboración propia. 
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Figura 3-28: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo LSTM en cinco lotes del 
ȰÂÁÔÃÈ ÓÉÚÅȱ 64. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
y rápida antes de las primeras 60 iteraciones en los entrenamientos y las validaciones, algunos lotes detuvieron su entrenamiento 
entre 40 y poco más de 60 épocas. La homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado a los 
datos) y las fluctuaciones u oscÉÌÁÃÉÏÎÅÓ ÓÏÎ ÓÏÓÔÅÎÉÄÁÓ ÅÎ ÖÁÌÏÒÅÓ ÃÅÒÃÁÎÏÓȟ ÐÕÅÓ ÅÓÅ ȰÒÕÉÄÏȱ ÎÏ ÔÉÅÎÅ ÁÍÐÌÉÔÕÄÅÓ ÓÉÇÎÉÆÉÃÁÔÉÖÁÓ. 
Fuente: Elaboración propia. 

Figura 3-29: Comportamiento de la exactitud y la pérdida en el entrenamiento y la 
validación para la optimización de hiperparámetros en el modelo LSTM en cinco lotes del 
ȰÂÁÔÃÈ ÓÉÚÅȱ 128. 

 
Se observa la exactitud y pérdida de entrenamiento y validación en cinco pliegues de validación cruzada. El comportamiento de 
la exactitud y la pérdida es distinto en cada pliegue, pues los hiperparámetros de cada lote son distintos. Hay convergencia general 
y rápida antes de las primeras 30 iteraciones en los entrenamientos y las validaciones, algunos lotes detuvieron su entrenamiento 
cerca de las 50 épocas. La homogeneidad de las curvas indica generalización (modelo qué no está sobre ajustado a los datos), y 
las curvas de las pérdidas se perciben más suaves qué para los casos anteriores, lo que se puede interpretar como una evasión de 
fluctuaciones abruptas. Fuente: Elaboración propia. 

Luego de obtener los datos pertenecientes a los entrenamientos de cada modelo, es decir el 
entrenamiento y la validación de cada pliegue para cada ȰÂÁÔÃÈ ÓÉÚÅȱ, es posible observar la 
dispersión de los valores de la exactitud y la función de pérdida. En la figura 3-30, se muestra 
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un mapa de la dispersión obtenida para la exactitud y la función de pérdida en cada pliegue 
dentro cada ȰÂÁÔÃÈ ÓÉÚÅȱȢ 
 
Figura 3-30: Dispersión de la exactitud y validación para cada pliegue de los distintos ȰÂÁÔÃÈ 
ÓÉÚÅȱ durante la optimización de hiper parámetros del modelo LSTM. 

 
Se observan cuatro marcadores con figuras geométricas distintas, una para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ, los marcadores azules 
indican el entrenamiento, y los marcadores amarillos indican la validación. En general se observa para la exactitud y la perdida 
valores menos dispersos en el entrenamiento que en la validación. Es decir, valores más cercanos entre sí en promedio por cada 
pliegue en la exactitud, y valores más cercanos entre sí por pliegue en la pérdida. Es notorio qué hay una mayor dispersión en los 
datos de la validación. Uno de los datos atípicos se presenta en el pliegue 4 del ȰÂÁÔÃÈ ÓÉÚÅȱ 32 en la exactitud de validación, y en 
la pérdida en el pliegue 4 para el ȰÂÁÔÃÈ ÓÉÚÅȱ 32. Estas dispersiones indican variabilidad en el rendimiento de cada iteración. En 
este caso, parece haber una menor dispersión para la exactitud tanto en entrenamiento como en validación en el ȰÂÁÔÃÈ ÓÉÚÅȱ 128 
en comparación con los demás. Este gráfico es una representación del rendimiento de cada pliegue para la mejor combinación de 
hiper parámetros encontrado en cada pliegue para cada ȰÂÁÔÃÈ ÓÉÚÅȱ calculado. Fuente: Elaboración propia. 

Sin embargo, esta forma de mostrar los datos no permite detallar fácilmente en qué Ȱbatch 
ÓÉÚÅȱ se presentó el mejor desempeño según el índice de calidad detallado en la nota al pie de 
página de numeración 29, en la sección 3.5. 
 
Para solventar esta falencia en la observación de los datos, la figura 3-31 muestra las 
dispersiones de manera separada para la función de pérdida, y la exactitud; presentando 
también de forma separada los valores de las etapas de entrenamiento y validación. En la 
figura 3-31 se presenta la dispersión general en cada ȰÂÁÔÃÈ ÓÉÚÅȱ en vez de verla 
individualmente para cada pliegue. En otras palabras, cada ȰÂÁÔÃÈ ÓÉÚÅȱ presentado integra los 
datos de los cinco pliegues calculados. 
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Figura 3-31: Evaluación del desempeño de los ȰÂÁÔÃÈ ÓÉÚÅȱ entrenados basado en la exactitud 
y pérdida para el modelo LSTM. 

 
Se observan cuatro marcadores con figuras geométricas distintas, una para cada tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ. En este caso, se observa 
la dispersión de la exactitud y la pérdida en entrenamiento y validación a nivel global para cada ȰÂÁÔÃÈ ÓÉÚÅȱ. µ indica el promedio 
o media, Md  indica la mediana, y ʎ la desviación estándar. En estos gráficos de esta figura, se presenta el comportamiento general 
de cada modelo, es una representación resumida de la dispersión presentada en la imagen anterior. Cada ȰÂÁÔÃÈ ÓÉÚÅȱ tiene unos 
bigotes que representan las dispersiones máximas de los datos. Es decir, muestra donde se presentaron los valores extremos de 
cada etapa para la validación y el entrenamiento en la exactitud y la validación. En este caso el ȰÂÁÔÃÈ ÓÉÚÅȱ 64 en la etapa de 
validación presentó la exactitud promedio más alta y con menor dispersión, así como la pérdida promedio más baja y con menor 
dispersión. Fuente: Elaboración propia. 

Una vez identificado el mejor ȰÂÁÔÃÈ ÓÉÚÅȱ (en este caso 64) según el índice de calidad, se extrajo 
la información de la exactitud y la función de pérdida en la etapa de validación. en la etapa de 
validación, para cada pliegue. Esto se muestra en la figura 3-32, con el objetivo de identificar 
qué pliegue obtuvo el mejor desempeño según el índice de calidad establecido. En general, 
puede decirse que el mejor pliegue corresponde al que presente la exactitud promedio más 
alta y la pérdida promedio más baja36. 

 
 

36 Esto no aplica necesariamente para las arquitecturas variables. Ya que en estas se considera también 
la dispersión de los datos. Ver la nota número 29 al pie de página de la sección 3.5. 
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Figura 3-32: Dispersión de la exactitud y la pérdida en la validación cruzada para cada 
partición del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ en el modelo LSTM. 

 
Se observa la exactitud y pérdida en la validación cruzada de los cinco pliegues. En este caso, es evidente que la tercera partición 
(pliegue2), presenta la mayor exactitud y la menor pérdida de todos los pliegues del mejor ȰÂÁÔÃÈ ÓÉÚÅȱ, en este caso 64. Fuente: 
Elaboración propia. 

La figura 3-33, presenta una versión detallada de la exactitud en la etapa de validación para el 
ȰÂÁÔÃÈ ÓÉÚÅȱ de mejor (64) desempeño identificado en la figura 3-31. 

Figura 3-33: Distribución de la exactitud global en la validación para el modelo LSTM de los 
mejores hiperparámetros seleccionados. 

 
Se observa una representación de la distribución de la exactitud en la validación. La caja azul representa los límites del rango 
intercuartil , El triángulo verde el valor numérico alineado horizontalmente con el corresponde a el promedio. La línea naranja y 
el número alineado con ella corresponde a la mediana. Y los bigotes, muestran los valores extremos más alejados, siguiendo la 
regla de los límites inferior y superior. En este caso, se presentan valores atípicos para la dispersión de los datos indicados por los 
círculos alineados axialmente con la caja. Fuente: Elaboración propia. 

Luego de haber identificado el pliegue de mejor comportamiento, y revisar la dispersión 
general del ȰÂÁÔÃÈ ÓÉÚÅȱ de mejor desempeño (64), se entrenó al mejor modelo encontrado de 
acuerdo con el índice de calidad, en este caso el pliegue 2 del ȰÂÁÔÃÈ ÓÉÚÅȱ 64. La figura 3-34, 
presenta el comportamiento de la exactitud y la función de pérdida en la etapa de validación y 
entrenamiento. 
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Figura 3-34: Tendencia de la exactitud y la pérdida en etapa de entrenamiento y validación 
para el modelo LSTM final entrenado con la mejor combinación de hiperparámetros. 

 
Se observa la exactitud y la función de pérdida para el entrenamiento y validación del modelo final entrenado con todo el conjunto 
de datos, con una distribución del 80% en entrenamiento, y 20% en validación. la mejor combinación de hiper parámetros 
encontrada: Ȱbatch_size:64 {'units_lstm': 64, 'desconexión aleatoria_1': 0.2, 'units_1': 32, 'activation_1': 'tanh', 'learning_rate': 0.001}ȱȢ 
Se observa una convergencia rápida en las curvas de exactitud y pérdida en el entrenamiento y la validación. El modelo alcanza 
estabilidad cerca de la iteración 80 para el entrenamiento. Sin embargo, en la validación, el modelo tendió a estabilizarse antes de 
40 épocas, a partir de ahí oscila en valores cercanos y sobre un valor constante. No se observa incremento de la pérdida, lo que 
indica la generalización adecuada del modelo. Fuente: Elaboración propia. 

3.6 Mejores combinaciones de hiperparámetros obtenidos  

En la tabla 3-4 se presenta el resumen de los valores obtenidos para cada modelo. 
 
Tabla 3-4: Mejores hiperparámetros encontrados 

Modelo  Combinación de hiperparámetros  

MLP_af 
batch_size:128 {'units_1': 96, 'activation_1': 'relu', 
'dropout_1': 0.2, 'units_2': 32, 'activation_2': 'relu', 

'learning_rate': 0.001} 

DNN_af 

batch_size:128 {'units_1': 96, 'activation_1': 'relu', 
'dropout_1': 0.3, 'units_2': 16, 'activation_2': 'relu', 
'dropout_2': 0.3, 'units_3': 32, 'activation_3': 'relu', 

'learning_rate': 0.01} 

LSTM_af 
batch_size:64 {'units_lstm': 64, 'dropout_1': 0.2, 'units_1': 

32, 'activation_1': 'tanh', 'learning_rate': 0.001} 

MLP_av 
batch_size:32 {'num_layers': 1, 'units_1': 128, 

'activation_1': 'relu', 'dropout_1': 0.4, 'learning_rate': 
0.01} 

DNN_av 

batch_size:32 {'num_layers': 3, 'units_1': 48, 
'activation_1': 'relu', 'dropout_1': 0.3, 'units_2': 112, 
'activation_2': 'relu', 'dropout_2': 0.1, 'units_3': 48, 

'activation_3': 'tanh', 'dropout_3': 0.2 'learning_rate': 
0.01} 

LSTM_av 

batch_size:64 {'lstm -units': 112, 'lstm-dropout': 0.2, 
'num_layers': 1, 'units_1': 48, 'activation_1': 'tanh', 

'dropout_1': 0.3, 'use_sec_lstm': FALSE, 'use_dense_2': 
FALSE, 'learning_rate': 0.01} 
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De acuerdo con el proceso descrito en la sección 3.5 Optimización y entrenamiento de 
algoritmos, y sus respectivas subsecciones, se encontró el mejor conjunto de hiperparámetros 
para cada una de las arquitecturas planteadas, tanto fijas, como variables. Como se observa en 
la tabla 3-4, Estos hiperparámetros se implementaron en el sistema experto. Los sufijos Ȱ;ÁÆȱȠ 

y, Ȱ;ÁÖȱ; denotan arquitectura fija, y arquitectura variable respectivamente. 

3.7 Implementación del motor  de inferencia  en la interfaz 
gráfica  

Para la implementación del motor de inferencia, se utilizaron los mejores modelos entrenados 
para cada tipo de arquitectura. De manera qué los archivos con los resultados de los mejores 
modelos se invocaron en el archivo de la interfaz gráfica, la cual usa los datos ingresados por 
un usuario para hacer el proceso de clasificación de fallas de acuerdo con los datos de 
entrenamiento. 

Se creo una aplicación de escritorio que permite a un usuario ingresar información al sistema 
experto de acuerdo con las disposiciones descritas en la siguiente sección. 

3.8 Construcción del sistema experto  

La construcción del sistema experto se basó en una interfaz gráfica creada en lenguaje Python, 
e implementada la librería TkInter. 

Estratégicamente se decidió implementar un cuestionario, donde se recogen unos datos 
asociados con síntomas de fallas. El cuestionario es capaz de permitir un usuario modificar los 
ingresos de las características, verificar sus selecciones, guardar los resultados y evaluar, con 
los tres motores de inferencia de manera simultánea las características de falla y emitir un 
concepto de falla. 

El cuestionario planteado consta de 16 preguntas donde se recibe información para un total 
de 32 características como sigue a continuación: 

¶ ¿El eje está fracturado en dos o más piezas separadas? 
o SI 
o NO 

¶ Identifique el o los patrones de marcas observadas en la superficie de fractura. 
o Marcas de playa 
o Marcas radiales 
o Marcas Ratchet 

¶ Identifique la o las apariencias en la superficie de fractura. 
o Apariencia granular 
o Apariencia tersa 
o Apariencia fibrosa o desgarre 
o Dos zonas en superficie de fractura con diferentes texturas 

¶ Seleccione el tipo o los tipos de fractura presentada en superficie de la pieza analizada. 
o Fractura transversal 
o Fractura diagonal a 45° o inicio longitudinal 
o Fractura transversal con grietas radiales a 45° 

¶ Identifique el o los patrones de deformación en la superficie analizada. 
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o Deformación plástica en dirección de la rotación o entorchamiento 
o Sin deformación plástica 
o Deformación plástica a flexión o doblado 
o Deformación en estrías o chaveteros o adelgazamiento de dientes 

¶ ¿Observa residuos de corrosión en la zona de fractura del eje? 
o SI 
o NO 

¶ ¿Durante su operación, el ambiente circundante al eje era corrosivo? 
o SI 
o NO 

¶ ¿El torque que soportaba el eje durante su operación? 
o Torque constante 
o Torque variable 

¶ ¿Geométricamente la zona analizada es? 
o Sólida o tubular de pared gruesa 
o Tubular de pared delgada 

¶ ¿Hay un cambio en la textura exterior de la superficie analizada? 
o SI 
o NO 

¶ ¿Encuentra alguna de las siguientes características en las zonas de contacto del eje 
analizado? 

o Picaduras 
o Grietas superficiales 
o Rayones en la superficie 
o Aspecto abrillantado 

¶ ¿Observa transferencia de metal o arrastre en el eje? 
o SI 
o NO 

¶ ¿Observa evidencia de calor o fusión en el eje? 
o SI 
o NO 

¶ ¿Observa residuos de corrosión, depósitos o cambios de color en la superficie del eje? 
o SI 
o NO 

¶ ¿Qué tipo de daño observa en la superficie? 
o Daño localizado 
o Daño homogéneo 

¶ ¿La zona del eje analizada tiene ajuste prieto? 
o SI 
o NO 

 

3.8.1 Implementación de la interfaz gráfica  

El propósito de la interfaz gráfica en este caso es el verificar casos puntuales. En ese sentido, 
como puente entre los datos de unos síntomas de falla, y las entradas a los motores de 
inferencia. Para esto, se planteó un cuestionario con preguntas de opción múltiple, y única 
respuesta. 
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Dicho cuestionario permite recopilar la información asociada a las 32 características de falla. 
Las selecciones del usuario son almacenadas como uno (1) cuando hay selección, y se 
almacenan como un cero (0) cuando hay omisión de la característica por parte del usuario en 
las preguntas de selección múltiple. 

Por su parte, las preguntas de única respuesta almacenan un uno (1) cuando el usuario 
responde afirmativamente (1), y almacenan un cero (0) cuando el usuario responde 
negativamente. Este almacenamiento del que se habla corresponde con la formación de un 
vector de tamaño 1x32, donde cada posición de dicho vector corresponde con una 
característica de falla. 

La figura 3-35 presenta unas secciones correspondientes a la interfaz gráfica, donde el usuario 

en una primera etapa ingresa la información de las características de falla. 

Figura 3-35: Secciones de cuestionario interactivo para recolección de características de 
falla. 

 

 
Se presentan cuatro secciones del cuestionario implementado en la interfaz gráfica. En este caso, se presenta la primera pregunta 
del cuestionario (superior izquierda). El cuestionario condiciona las preguntas que presenta en pantalla según la selección del 
usuario en la primera pregunta. Las siguientes preguntas permiten avanzar y retroceder en el cuestionario (superior derecha, e 
inferior izquierda). Al llegar a la pregunta final de cuestionario (inferior derecha), el usuario tiene la opción de oprimir el botón 
Resumen Cuestionario, que le permitirá verificar las preguntas que aparecieron en pantalla, y las respuestas que haya 
seleccionado el usuario. Fuente: Elaboración propia. 

El botón Validar Modelos, en la figura 3-35, es el botón que carga los datos almacenados por el 
usuario a los modelos neuronales. Lo recomendable es pulsarlo posterior a almacenamiento 
de la información seleccionada por el usuario. Esto se muestra en la figura 3-36, luego de que 
el usuario finaliza el ingreso de información sobre las características de falla, oprimiendo el 
botón Resumen Cuestionario, es posible pasar a una ventana de revisión de las características 
de falla seleccionadas y guardarlas posteriormente, o regresar al cuestionario y hacer las 
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modificaciones necesarias. Al oprimir el botón Validar Modelos, se presentarán en pantalla las 
predicciones de los motores de inferencia, como lo muestra la figura 3-37. 

Figura 3-36: Sección de comprobación de respuestas y almacenamiento de información. 

  
La figura izquierda muestra una ventana emergente que aparece luego de oprimir el botón Resume Cuestionario, Sí el usuario 
selecciona la opción Guardar respuestas, las selecciones resumidas en la ventana emergente se guardan y aparecerá un mensaje 
comprobatorio como se observa en la figura derecha. Fuente: Elaboración propia. 

Figura 3-37: Sección de comprobación de respuestas y almacenamiento de información. 

 
Se observa la lista de resultados de los modos de falla asociados al proceso de clasificación de los motores de inferencia, luego de 
pulsar el botón Validar Modelos. Fuente: Elaboración propia. 
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La figura 3-37 muestra el resultado de las predicciones que presenta la interfaz gráfica luego 
de evaluar la información cargada por el usuario . 
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4. 2ÅÓÕÌÔÁÄÏÓ 

En general, puede mencionarse qué se probaron modelos de arquitectura fija, y modelos de 
arquitectura variable. Los modelos de arquitectura fija corresponden con un número de capas 
fijo que no se definió como hiperparámetro durante la optimización. Por otro lado, en los 
modelos de arquitectura variable, si se definió el número de capas como un hiperparámetro a 
variar. 
 
En los modelos probados en el presente trabajo, las arquitecturas fijas presentaron tiempos de 
compilación de 240-300 min por modelo; en un equipo de especificaciones (procesador: 11th 
Gen Intel® CoreΆ i5-1135G7 @ 2,40GHz 2,42GHz), compilando de manera secuencial (serie) 
desde el entorno Spyder, por medio de la interfaz de Anaconda. 
 
Para los modelos de arquitectura variable, se empleó la plataforma Google Colaboratory, 
usando cómo unidades de procesamiento (CU) la, A100 GPU, L4 GPU, y T4 GPU. Los modelos 
fueron compilados de manera paralela, con un uso medio de 17-18 CU/hora. Para la 
compilación de la optimización de hiperparámetros, se consumieron en total 150-160 CU. Para 
la optimización de hiperparámetros, cada modelo de arquitectura variable tomo en promedio 
9-10 horas de compilación. Al igual que los modelos de arquitectura fija, con particiones de 
validación cruzada, con un total de 5 pliegues, para cada ȰÂÁÔÃÈ ÓÉÚÅȱ [16, 32, 64, 128], demoró 
un tiempo de compilación comprendido entre 22 min a 31 min siendo la arquitectura MLP la 
de menor tiempo medio de compilación (22 min con L4 GPU); la arquitectura DNN con un 
tiempo medio de (26 min con A100 GPU); y, la arquitectura LSTM la de mayor tiempo medio 
de compilación (31 min con A100 GPU). 
 
De manera qué la optimización de hiperparámetros para las arquitecturas variables, en el 
mejor de los casos (MLP) tomó aproximadamente 110 min por cada ȰÂÁÔÃÈ ÓÉÚÅȱ, y un total de 
aproximadamente 440 min para completar los cuatro tamaños de ȰÂÁÔÃÈ ÓÉÚÅȱ. En el peor de 
los casos (LSTM) tomó aproximadamente 155 min por cada ȰÂÁÔÃÈ ÓÉÚÅȱ, y un total de 
aproximadamente 620 min para completar los cuatro tamaños de ȰÂÁÔÃÈ ÓÉÚÅȱ. 
 
Por otra parte, para la creación del sistema experto se hizo optimización y entrenamiento de 
ÌÏÓ ÍÏÄÅÌÏÓ ÍÅÄÉÁÎÔÅ ÌÁ #05 ÆþÓÉÃÁ ÄÅÓÃÒÉÔÁȟ Ù ÌÁÓ '05ȭÓ ÄÅ #ÏÌÁÂ de Google mencionadas. Los 
archivos de entrenamiento de extensión (.keras), obtenidos por ambos métodos tienen 
características distintas. Al implementar la interfaz gráfica con los resultados de la CPU 
(modelos de arquitectura fija) no se presentaron novedades, y se creó una aplicación de 
escritorio. Por el contrario, al intentar el mismo procedimiento con los modelos entrenados a 
partir de GPU, no fue posible la implementación del sistema experto en la máquina del 
estudiante, por lo cual fue necesario hacerlo en una máquina externa, ya que había una 
incompatibilidad con la versión de tensorflow. Tensorflow CPU versión 2,13; Tensorflow GPU 
(Colab) versión 2,18. 
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4.1 Predicciones del sistema experto  

Para la evaluación de los modelos creados, se emplearon 30 casos reales. Donde cada modelo 
fue probado con los 30 casos. Dicho conjunto de casos comprendía dieciséis casos de fractura 
y catorce casos asociados con corrosión, desgaste, y deformación. Los casos de prueba pueden 
encontrarse en la tabla Anexo B-2. 

En todo caso, la interfaz gráfica implementada, permite la comparación simultanea del mismo 
caso con los 3 modelos: MLP, DNN, y, LSTM. De manera qué se evaluó el desempeño de los 
modelos con los 30 casos. 

A manera general, la tabla 4-1 presenta los resultados obtenidos por los motores de inferencia 
para los motores de inferencia de arquitectura fija. Es importante considerar que los 
hiperparámetros definidos para los modelos empleados en el sistema experto fueron los 
descritos en la tabla 3-4. 

Tabla 4-1: Frecuencias de acierto para el sistema experto de arquitectura fija comparado 
con el experto humano 

Modo de falla  
Clasificación  

Experto 
humano  

Modelo MLP 
Modelo 

DNN 
Modelo 
LSTM 

lu 1 0 0 0 
bfb* 3 1 1 0 
adw 3 0 1 0 
pc 2 0 0 0 
tpf  2 1 1 1 
tbf* 2 1 1 2 
fddf* 1 1 1 1 
twdf* 1 1 1 1 
tdf* 2 2 0 2 
sbut 2 1 0 1 
sf 2 2 1 2 

bff* 4 4 4 3 
bcf* 2 2 1 2 
bpf 2 2 2 2 
tff* 1 0 0 1 

Total 30 18 14 18 
% de aciertos 100% 60% 46,67% 60% 
aciertos MF  12/16  9/16  12/16  

aciertos DCD  6/14  5/14  6/14  

Total: 30 casos ɀ 15 modos de falla diferentes 
Se evaluó cada modelo con 30 casos distintos. Las filas sombreadas corresponden con casos asociados a modos de falla por 
fractura. Aciertos MF corresponde a la relación entre el número de casos evaluados de modos de falla por fractura, y el número 
de aciertos de los motores de inferencia. Aciertos DCD corresponde a la relación entre el número de casos evaluados de modos de 
falla por deformación, corrosión, o desgaste. Elaboración propia. 
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La tabla 4-2 presenta los resultados obtenidos por los motores de inferencia para los motores 
de inferencia de arquitectura variable. Es importante considerar que los hiperparámetros 
definidos para los modelos empleados en el sistema experto son los descritos en la tabla 3-4. 

Tabla 4-2: Frecuencias de acierto para el sistema experto de arquitectura variable 
comparado con el experto humano 

Modo de falla  
Clasificación  

Experto 
humano  

Modelo MLP 
Modelo 

DNN 
Modelo 
LSTM 

lu 1 0 0 0 
bfb 3 1 1 0 
adw 3 0 0 1 
pc 2 0 0 0 
tpf  2 1 1 1 
tbf 2 2 1 2 
fddf 1 1 1 1 
twdf  1 1 1 1 
tdf  2 1 1 2 

sbut 2 1 0 1 
sf 2 2 1 2 
bff 4 4 2 2 
bcf 2 2 2 2 
bpf 2 2 2 2 
tff  1 1 0 0 

Total 30 19 13 17 
% de aciertos 100% 63,33% 43,33% 56,67% 
aciertos MF  13/16  9/16  10/16  

aciertos DCD  6/14  4/14  7/14  

Total: 30 casos ɀ 15 modos de falla diferentes 
Se evaluó cada modelo con 30 casos distintos. Las filas sombreadas corresponden con casos asociados a modos de falla por 
fractura. Aciertos MF corresponde a la relación entre el número de casos evaluados de modos de falla por fractura, y el número 
de aciertos de los motores de inferencia. Aciertos DCD corresponde a la relación entre el número de casos evaluados de modos de 
falla por deformación, corrosión, o desgaste. Elaboración propia. 

Si bien es cierto, las frecuencias de aciertos son similares para los motores de inferencia de 
arquitectura fija, y arquitectura variable, los resultados individuales de evaluación en cada 
caso, pueden variar significativamente. Por ejemplo, para el caso de evaluación 30, este vector 
representa las entradas que leen los modelos neuronales: ([1,1,1,1,0,1,1,1,1,1,0, 
0,1,0,0,0,0,0,1,1,0,0,0,0,0,0,0,0,0,0,0,0]: tff). Los resultados de la clasificación para los motores 
de inferencia se presentan en las figuras 4-1, y 4-2. 
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Figura 4-1: Resultados motores de inferencia de arquitectura fija para el caso 30. 

 
Se aprecia que para la arquitectura fija únicamente el modelo LSTM acertó en el diagnóstico del modo de falla. En cualquier caso, 
la predicción hecha por el modelo no es contundente toda vez qué las magnitudes de los otros modos de falla están relativamente 
ÃÅÒÃÁ ÄÅÌ ÖÁÌÏÒ ÄÅ ÌÁ ÐÒÅÄÉÃÃÉĕÎ ÍÜÓ ÁÌÔÁ ȰÔÆÆȱȢ %ÌÁÂÏÒÁÃÉĕÎ ÐÒÏÐÉÁȢ 

Figura 4-2: Resultados motores de inferencia de arquitectura variable para el caso 30. 

 
Se aprecia en la arquitectura variable, que únicamente el modelo MLP acertó en el diagnóstico del modo de falla. En este caso, la 
predicción hecha por el modelo es contundente ya que la magnitud del modo de falla seleccionado es cercana al 90%, ȰÔÆÆȱȢ 
Elaboración propia. 

Ahora bien, es importante verificar la calidad de las predicciones, y no únicamente los aciertos 
como una coincidencia. En la tabla 4-3, se presentan los casos individuales donde los modelos 
acertaron, y los respectivos valores de las probabilidades. 
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Tabla 4-3: Casos acertados correctamente y la probabilidad de acierto al modo de falla 
para cada modelo 

N° de caso 
real  

Clasificación  
Experto 
humano  

Modelo  
MLP_af 

Modelo 
MLP_av 

Modelo 
DNN_af 

Modelo 
DNN_av 

Modelo 
LSTM_af 

Modelo 
LSTM_av 

1 lu pc pc bpf dkws pc ur 
2 bfb bcf bcf bff bcf bcf bcf 
3 adw ur sbut 29,07% sbub sbut 49,59% 
4 pc abw adw adw sbub sbut adw 
5 tpf  lu lu lu lu lu lu 
6 tbf  98,95% 99,93% 99,03% 99,82% 99,04% 99,99% 
7 fddf  98,71% 99,83% 99,71% 98,83% 97,59% 99,38% 
8 twdf  96,65% 96,6% 89,07% 92,73% 96,33% 98,7% 
9 tdf  94,67% 90,47% fdff 66,99% 97,97% 99,52% 
10 tdf  36,62% bfb bfb tpf 37,39% 92,62% 
11 sbut  60,90% 53,3% bpf tpf 54,66% 33,26% 
12 sf 90% 95,38% 97,25% 66,6% 75,99% 98,76% 
13 sf 51,81% 90,58% bpf tpf 51,61% 70,79% 
14 adw pc pc bpf dkws pc ur 
15 pc abw abw abw abw adw abw 
16 bff  98,86% 99,92% 100% 95,4% 95,62% 98,56% 
17 bcf 93,36% 94,5% bff 99,05% 84% 98,01% 
18 bfb  60,25% 97,29% 99,6% 71,63% bff fdff 
19 bcf 96,09% 98,37% 62,40% 99,6% 97,69% 99,79% 
20 bff  84,18% 70,63% 42,86% 63,86% 53,38% bcf 
21 bpf  99,71% 99,96% 100% 99,98% 99,54% 99,96% 
22 bpf  96,21% 99,92% 100% 99,97% 99,54% 99,93% 
23 sbut lu lu lu bpf sbub lu 
24 tpf  83,38% 91,47% 75,9% 99,94% 82,54% 87,56% 
25 adw sf sf sf dkws tpf sf 
26 bff  53,41% 95,05% 99,61% bcf tdf tdf 
27 tbf  tscc 44,72% tscc tscc 88,57% 65,92% 
28 bff  55,15% 98,24% 99,85% bcf 90,55% bcf 
29 bfb bff bff bff bff bff bff 
30 tff  bff 89,46% bff bff 35,3% bff 

30 N° Aciertos  18 19 14 13 18 17 
Tasa respuesta acertada  60% 63,66% 46,67% 40% 60% 56,67% 
Probabilidad promedio * 80,50% 89,77% 85,31% 88,80% 79,85% 87,02% 

Desviación estándar * 0,21041 0,15943 0,23856 0,15171 0,22720 0,20871 

        
Se evaluó cada modelo con 30 casos distintos. De los 30 casos planteados, 20 fueron identificados acertadamente por los modelos. 
Los 10 casos restantes clasificaron los casos erradamente. ,ÏÓ ÓÕÆÉÊÏÓ ȰͺÁÆȱȟ Ù ȰͺÁÖȱ ÄÅnotan arquitectura fija, y variable 
respectivamente. Se presentan las magnitudes de las probabilidades de pertenencia a un modo de falla, de las selecciones hechas 
por cada modelo para los casos en donde se consideró acierto en el modo de falla según el criterio de la experticia humana. En 
fuente naranja, resultados considerados aciertos con duda (50% a 75%), y en fuente roja, resultados considerados aciertos por 
coincidencia o adivinación (<50%); la fuente en negro indica aciertos seguros (>75%). Para los casos donde los modelos no 
predijeron acertadamente, se presenta el modo de falla principal propuesto por el modelo, siguiendo la misma lógica de los colores 
para los casos acertados. * Los campos marcados con (*) corresponden a la probabilidad de que las predicciones correctas 
pertenezcan al modo de falla acertado según la validación del experto humano. Elaboración propia. 

De acuerdo con los resultados obtenidos, es claro que los modelos entrenados bajo el criterio 
de exactitud/estabilidad (modelos de arquitectura variable), presentan en general una mayor 
probabilidad de pertenencia a los modos de falla, y una menor desviación estándar para el 
mismo criterio en los casos donde se presentó una respuesta acertada. Sin embargo, los 
modelos de arquitectura fija presentaron una mayor exactitud en la predicción de los modos 
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de falla, con excepción del modelo MLP, como puede verse en la tasa de respuesta de las tablas 
4-1, y 4-2. 

El modelo MLP se identificó como el más relevante, tanto por exactitud o tasa de aciertos; como 
por probabilidad de pertenencia a un modo de falla, y la desviación estándar de la misma. En 
segunda medida para el modelo LSTM, particularmente tasa de aciertos se redujo, pero la 
probabilidad de pertenencia acertada a un modo de falla aumentó. Para el caso del modelo 
DNN, no parece haber una diferencia significativa en cuanto a la probabilidad de pertenencia 
a un modo de falla; sin embargo, para la desviación estándar la variación es relevante. 

Vale la pena mencionar que se consideró que los aciertos emitidos por el sistema experto se 
categorizan en tres grupos: i)  aciertos ÐÏÒ ÃÏÉÎÃÉÄÅÎÃÉÁ Ï ȰÁÄÉÖÉÎÁÒȱȠ ii)  aciertos con duda; y, 
iii) aciertos seguros. Estas categorías permiten entender la confianza que se obtiene del 
resultado emitido por el sistema experto. Los aciertos por coincidencia se consideran aquellos 
valores donde la probabilidad del modo de falla seleccionado sea inferior al 50%. Para los 
aciertos con duda, probabilidades contenidas entre 50% a 75% en el modo de falla mejor 
posicionado en el sistema experto. Finalmente, los aciertos seguros corresponden a los casos 
donde la probabilidad del modo de falla más alto está por encima de 75%. 

De acuerdo con los resultados obtenidos, se encontró que el modelo DNN para el caso de la 
arquitectura variable fue el único qué no presentó adivinaciones o aciertos por coincidencia. 
Así también, fue el modelo cuyos aciertos con duda tuvieron en promedio las probabilidades 
más altas. Es claro también que, en general todos los modelos entrenados presentaron una 
preferencia por la clasificación de modos de falla asociados a fracturas. Esto en vista que las 
tasas de respuesta más altas se encuentran asociados a dichos modos de falla. En cualquier 
caso, si bien es cierto que los modelos MLP presentaron un mejor desempeño, esta diferencia 
no parece ser categórica en comparación con los modelos LSTM, principalmente. En 
comparación con los modelos DNN, la diferencia es más amplia; eso sí, sin ser 
significativamente superior. Por otra parte, también se presentan en la tabla 4-4 los resultados 

obtenidos para los casos no acertados según el criterio del experto humano. 

Tabla 4-4: Casos no clasificados correctamente y el modo de falla de la predicción para 
cada modelo 

N° de caso 
real  

Clasificación  
Experto 
humano  

Modelo  
MLP_af 

Modelo 
MLP_av 

Modelo 
DNN_af 

Modelo 
DNN_av 

Modelo 
LSTM_af 

Modelo 
LSTM_av 

1 lu pc pc bpf dkws pc ur 
2 bfb bcf bcf bff bcf bcf bcf 
4 pc abw adw adw sbub sbut adw 
5 tpf  lu lu lu lu lu lu 
14 adw pc pc bpf dkws pc ur 
15 pc abw abw abw abw adw abw 
23 sbut lu lu lu bpf sbub lu 
25 adw sf sf sf dkws tpf sf 
29 bfb bff bff bff bff bff bff 

Los 10 casos no acertados por ninguno de los modelos, y los modos de falla seleccionados por los mismos. Las filas en sombra 
representan el único modo de falla asociado a fractura qué no fue identificado. Todos los otros casos, están asociados a corrosión, 
deformación, y desgaste. Elaboración propia. 
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,ÏÓ ÓÕÆÉÊÏÓ ȰͺÁÆȱȟ Ù ȰͺÁÖȱ ÄÅÎÏÔÁÎ ÁÒÑÕÉÔÅÃÔÕÒÁ ÆÉÊÁȟ Ù ÖÁÒÉÁÂÌÅ ÒÅÓÐÅÃÔÉÖÁÍÅÎÔÅȢ 3Å ÐÒÅÓÅÎÔÁÎ ÌÁÓ 
selecciones de mayor probabilidad hechas por cada modelo para los casos en donde no se 
presentó acierto en el modo de falla según el criterio de la experticia humana. 

4.1.1 Resumen de los resultados del modelo MLP  

Puede verse qué en general, el modelo MLP tanto para la arquitectura fija, como la variable 
presentó el desempeño más sobresaliente de todos los modelos. Lo anterior en virtud que fue 
el modelo con la tasa de respuestas acertadas más alta, y en general el de mayor probabilidad 
promedio de pertenencia al modo de falla adecuado, con la segunda desviación estándar más 

baja de todos los modelos. 

4.1.2 Resumen de los resultados del modelo DNN 

En el caso de los modelos DNN, se identificó qué los modelos fueron en general consistentes 
con las predicciones. Si bien es cierto que el modelo de arquitectura fija presentó una tasa de 
aciertos mayor que el modelo de arquitectura variable, tanto la probabilidad de pertenencia al 
modo de falla acertado, como la dispersión de la misma tuvo un mejor comportamiento en el 

modelo de arquitectura variable en comparación con la arquitectura fija.  

4.1.3 Resumen de los resultados del modelo LSTM  

Los modelos LSTM por su parte, presentaron una diferencia cercana al 8% en el valor 
promedio de la probabilidad de pertenencia al modo de falla acertado en las predicciones. La 
desviación estándar disminuyó 2 puntos porcentuales aproximadamente para el modelo de 
arquitectura variable. Si bien es cierto que el modelo de arquitectura fija presentó una tasa de 
aciertos mayor que el modelo de arquitectura variable, la probabilidad de pertenencia al modo 
de falla correcto, así como la dispersión de la misma tuvo un mejor comportamiento en el 
modelo de arquitectura variable en comparación con la arquitectura fija. 
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5. !ÎÜÌÉÓÉÓ ÄÅ ÒÅÓÕÌÔÁÄÏÓ 

Sobre los resultados obtenidos, puede decirse que, en términos de número de aciertos, no se 
identificó plenamente una diferencia significativa relacionada con el desempeño de los 
modelos de arquitectura fija, y arquitectura variable. Ya que no se presentó un aumento 
significativo evidente del número de casos identificados, es claro que no hay variación 
relevante en la exactitud o tasa de respuestas acertadas. 

Sobre la calidad de las predicciones, si es posible afirmar que es mejor para los modelos de 
arquitectura variable en comparación con los de arquitectura fija. Puede decirse qué los 
modelos de arquitectura variable en general demostraron un desempeño superior, aunque no 
categóricamente ya que la máxima diferencia entre las probabilidades de pertenencia al modo 
de falla correcto en comparación con las arquitecturas fijas fue aproximadamente un 10%. 

Sin desconocer lo anterior, los modelos planteados no demostraron evidencia qué indique 
claramente una mejora en la tasa de clasificación. Ya qué se identificó que de los 15 modos de 
falla distintos evaluados, dos de ellos (lu, y pc), no fueron identificados nunca. Por otra parte, 
modos de falla como (adw, tpf) tuvieron una baja tasa de reconocimiento. 

Particularmente, el único modelo qué presentó una mejora en cuanto a las frecuencias de 
acierto fue el MLP para la arquitectura variable en comparación con la arquitectura fija, 
pasando de un 60% de aciertos a un 63,33%. En los casos de los modelos DNN, y LSTM hubo 
una disminución en la tasa de aciertos, reduciéndose aproximadamente 3 puntos porcentuales. 

En cualquier caso, aunque las frecuencias relativas no sugieren una disminución significativa, 
es importante notar qué debido a la implementación de la optimización de hiperparámetros 
que premiaba la exactitud en validación para las arquitecturas fijas, y la estabilidad en las 
arquitecturas variables, la calidad de las predicciones si mostró una variación importante. De 
manera que, si se presentó un rendimiento diferente, sugiriendo que los modelos 
seleccionados con el criterio de exactitud/estabilidad, presentan diagnósticos con una 
confianza mayor que los diagnósticos emitidos por los modelos seleccionados por el criterio 
de exactitud/pérdida. 

Considerando los resultados obtenidos, y de acuerdo con las combinaciones de 
hiperparámetros seleccionados, se presentan en la tabla 5-1, el resumen de los 
hiperparámetros de los mejores modelos implementados en la interfaz gráfica para las 
arquitecturas fijas y las arquitecturas variables. 
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Tabla 5-1: Análisis de hiperparámetros implementados en el sistema experto 

MLP_af MLP_av 

batch_size:128 {'units_1': 96, 'activation_1': 
'relu', 'dropout_1': 0.2, 'units_2': 32, 

'activation_2': 'relu', 'learning_rate': 0.001} 

batch_size:32 {'num_layers': 1, 
'units_1': 128, 'activation_1': 'relu', 

'dropout_1': 0.4, 'learning_rate': 0.01} 

Comparativamente, la diferencia entre los modelos MLP son varias, y radica 
principalmente en el número de capas, el tamaño de ȰÂÁÔÃÈ sizeȱ, y el número de 
neuronas. El modelo de arquitectura fija fue implementado con 2 capas, mientras que 
el de arquitectura variable seleccionó como óptimo un modelo de una única capa. Las 
funciones de activación fueron las mismas.  
 
La tasa de aprendizaje empleada en el modelo variable fue de una centésima, mientras 
que el hiperparámetros seleccionado para la arquitectura fija fue de una milésima. 

DNN_af DNN_av 

batch_size:128 {'units_1': 96, 'activation_1': 
'relu', 'dropout_1': 0.3, 'units_2': 16, 

'activation_2': 'relu', 'dropout_2': 0.3, 
'units_3': 32, 'activation_3': 'relu', 

'learning_rate': 0.01} 

batch_size:32 {'num_layers': 3, 
'units_1': 48, 'activation_1': 'relu', 
'dropout_1': 0.3, 'units_2': 112, 

'activation_2': 'relu', 'dropout_2': 0.1, 
'units_3': 48, 'activation_3': 'tanh',  

'dropout_3': 0.2 'learning_rate': 0.01} 

Comparativamente, la diferencia entre los modelos DNN son varias, y radica 
principalmente en el tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ, y el número de neuronas, y las funciones 
de activación. Ambos modelos se entrenaron con 3 capas ocultas.  
 
La tasa de aprendizaje empleada en los dos modelos fue de una centésima. 

LSTM_af LSTM_av 

batch_size:64 {'units_lstm': 64, 'dropout_1': 
0.2, 'units_1': 32, 'activation_1': 'tanh', 

'learning_rate': 0.001} 

batch_size:64 {'lstm -units': 112, 'lstm-
dropout': 0.2, 'num_layers': 1, 'units_1': 
48, 'activation_1': 'tanh', 'dropout_1': 

0.3, 'use_sec_lstm': FALSE, 
'use_dense_2': FALSE, 'learning_rate': 

0.01} 

En este caso, el tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ fue el mismo para los dos modelos, la diferencia 
entre los modelos LSTM radica principalmente en: la tasa de aprendizaje, el número de 
unidades de la capa LSTM, y la capa densa. Las funciones de activación, y los Ȱdropoutsȱ 
empleados fueron los mismos. 
 

Los sufijos Ȱ;ÁÆȱȠ y, Ȱ;ÁÖȱ; denotan arquitectura fija, y arquitectura variable respectivamente. En general puede decirse qué para la 
optimización de hiperparámetros, es notorio qué hubo una preferencia por tamaños de ȰÂÁÔÃÈ ÓÉÚÅȱ altos en los modelos 
implementados de las arquitecturas fijas, esto está relacionado con el criterio de selección del tamaño de ȰÂÁÔÃÈ ÓÉÚÅȱ según el 
planteamiento de exactitud/pérdida, pues se premia en este caso las predicciones más altas. Dichos modelos fueron compilados 
en CPU física. Por otra parte, los modelos entrenados en GPU de Colab, muestran una preferencia por los ȰÂÁÔÃÈ ÓÉÚÅȱ de menor 
tamaño. Esto se encuentra relacionado con la menor dispersión qué se observa entre los datos de este proceso de optimización. 
Elaboración propia. 

De acuerdo con los resultados obtenidos, puede reconocerse que en general los modelos 
entrenados bajo el criterio de exactitud/estabilidad, tuvieron predilección por tamaños de 
ȰÂÁÔÃÈ ÓÉÚÅȱ 32, y 64. Mientras que los modelos entrenados con el criterio de exactitud/pérdida, 
prefirieron ȰÂÁÔÃÈ ÓÉÚÅȱ 128, y 64. Donde únicamente las coincidencias de ȰÂÁÔÃÈ ÓÉÚÅȱ 64 se 
dieron para los modelos LSTM. 
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Lo anterior para el caso del criterio exactitud/pérdida podría darse porque dicho criterio 
favorece magnitudes bajas de la función de pérdida promedio sin dar relevancia a la varianza 
de la misma, o a una inestabilidad en su comportamiento (desviación estándar). Podría 
considerarse también que tamaños grandes de ȰÂÁÔÃÈ ÓÉÚÅȱ (128 el más grande en este caso) 
tienden a reducir la magnitud de la función de pérdida ya que favorecen gradientes suaves [4] . 

Aunque es sabido que entre mayor es tamaño del ȰÂÁÔÃÈ ÓÉÚÅȱ, la estabilidad tiende a ser mayor 
(menores tienden a ser las desviaciones), esto puede llevar a los modelos a un sobre ajuste [4] . 
En este caso, en las arquitecturas variables se presentó atípicamente una preferencia por 
ȰÂÁÔÃÈ ÓÉÚÅȱ de tamaño pequeño. La preferencia de ȰÂÁÔÃÈ ÓÉÚÅȱ pequeños en el caso de las 
arquitecturas variables, corresponde una situación inusual según la teoría de las redes 
neuronales.  Como se ve en la figura 5-1, se presenta una comparación del comportamiento de 
la función de pérdida y la exactitud para los dos modelos. 

Figura 5-1: Mejores ȰÂÁÔÃÈ ÓÉÚÅȱ del modelo DNN de arquitectura fija y variable. 

 

 
Arriba mejor ȰÂÁÔÃÈ ÓÉÚÅȱ para el modelo DNN de arquitectura fija. Abajo mejor ȰÂÁÔÃÈ ÓÉÚÅȱ para el modelo DNN de arquitectura 
variable. Se aprecia que en general, la convergencia tiende a ser más lenta para la arquitectura variable. Tanto la función de 
pérdida como la exactitud tienen ruido de mayor magnitud en la arquitectura variable. Sin embargo, al observar en detalle, el 
pliegue de mejor comportamiento en el modelo de arquitectura variable (pliegue 2) tiene una tendencia y niveles de ruido muy 
similares a los presentados por el mejor pliegue (pliegue 2) de la arquitectura fija. Elaboración propia. 
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Considerando lo observado en la figura 5-1. Vale la pena ver el desempeño del mejor modelo 
entrenado para arquitectura DNN, como se ve en la figura 5-2, donde se presenta una 
comparación del comportamiento de la función de pérdida y la exactitud para los dos mejores 
modelos entrenados. 

Figura 5-2: Entrenamientos de los mejores modelos DNN de arquitectura fija y variable. 

 

 
Arriba mejor modelo DNN de arquitectura fija. Abajo mejor modelo DNN de arquitectura variable. Se aprecia que en general, la 
convergencia tiende a ser más abrupta y ruidosa para la arquitectura variable. La función de pérdida tiene ruido de mayor 
magnitud en la arquitectura variable. Elaboración propia. 

La penalización que el criterio impone a la variación tanto en la función de pérdida como en la 
exactitud, tiene una exigencia numérica alta para seleccionar el modelo óptimo. Las altas 
variaciones afectan la selección de modelos con dispersiones altas. Incluso, con este criterio, 
se descartaron ȰÂÁÔÃÈ ÓÉÚÅȱ y pliegues con valores promedio altos para exactitud y bajos para 
la función de pérdida. Para el caso mostrado en la figura 5-1. 

Sin embargo, se debe considerar que en la implementación de los modelos, se incluyeron 
formas de regularización implícitas durante la optimización, como la posibilidad de explorar 
ÄÉÓÔÉÎÔÏÓ Ȱbatch sizeȱȟ y ȰÄÒÏÐÏÕÔsȱ, [4] . Es importante tener en cuenta que el ȰÂÁÔÃÈ ÓÉÚÅȱ es el 
parámetro visible en las gráficas presentadas, pero no es el único factor influyente. Es decir, la 
ÓÅÌÅÃÃÉĕÎ ÄÅ ÌÏÓ ÍÅÊÏÒÅÓ ÈÉÐÅÒÐÁÒÜÍÅÔÒÏÓȟ ÎÏ ÅÓ ÅØÃÌÕÓÉÖÁ ÄÅÌ Ȱbatch sizeȱ, ya que durante el 
proceso de optimización se exploran múltiples combinaciones de los hiperarámetros listados 
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en la tabla 3-4, y es la interacción entre dichos hiperaprámetros, y los pesos y sesgos de las 
neuronas las que determinan el comportamiento individual de cada modelo entrenado. 

Ȱ"ÁÔÃÈ ÓÉÚÅȱ pequeños suelen regularizar el ruido favoreciendo un comportamiento estable 
preferentemente en la etapa de validación. También existe una relación entre el tamaño del 
conjunto de datos de entrenamiento, y el ȰÂÁÔÃÈ ÓÉÚÅȱ; en este caso, con 1032 casos individuales, 
un ȰÂÁÔÃÈ ÓÉÚÅȱ de 128 corresponde a una secuencia de datos superior al 12,4% de la muestra, 
lo que podría reducir la capacidad para identificar variedad entre los datos procesados, y 
reducir estabilidad en la validación. Por el contrario, ȰÂÁÔÃÈ ÓÉÚÅȱ pequeños favorecen la 
robustez del modelo al permitir la identificación de una mayor cantidad de combinaciones 
distintas en cada época de iteración [4]. 

Sin embargo, hay una diferencia relevante entre las arquitecturas fijas y las variables durante 
la optimización de hiperparámetros. Al hacerse por búsqueda aleatoria, y considerando que, 
las arquitecturas variables incluyeron en la optimización como hiperparámetros el número de 
capas; los pesos y los sesgos para estos modelos son completamente distintos de los modelos 
de arquitectura fija. De esto se esperaría una actualización de pesos y sesgos más frecuente, lo 
que podría traducirse en una mejor generalización del modelo [4] . 

 

5.1 Comparación de los modelos implementados  

En general los resultados obtenidos sugieren qué los modelos MLP fueron los de mejor 
desempeño desde el punto de vista de tasa de aciertos en el proceso de clasificación de fallas. 
Sobre la calidad de las predicciones, los modelos con mayor probabilidad de pertenencia al 
modo de falla correcto fueron los modelos de arquitectura variable, como puede verse en la 

Tabla 5-2. 

Tabla 5-2: Comparación del desempeño de los modelos implementados 

  
Modelo  
MLP_af 

Modelo 
MLP_av 

Modelo 
DNN_af 

Modelo 
DNN_av 

Modelo 
LSTM_af 

Modelo 
LSTM_av 

 N° Aciertos 18/30  19/30  14/30  13/30  18/30  17/30  
Tasa de respuesta 60% 63,66% 46,67% 40% 60% 56,67% 

Tasa MF 75% 81,25% 56,35% 56,25% 75,00% 62,50% 
Tasa CDD 42,86% 42,86% 35,71% 28,57% 42,86% 50,00% 

Probabilidad promedio*  80,50% 89,77% 85,31% 88,80% 79,85% 87,02% 
Desviación estándar * 0,21041 0,15943 0,23856 0,15171 0,22720 0,20871 
        

La tasa MF indica la tasa de aciertos asociados a modos de falla por fractura. La tasa CDD indica la tasa de aciertos asociada a los 
modos de falla por corrosión, deformación, y desgaste, Es claro qué hay una preferencia a mayor facilidad para la clasificación de 
los modos de falla asociados a fractura en comparación con los modos de falla asociados a corrosión, deformación, y desgaste. Esta 
tendencia es marcada para todos los modelos. * Los campos marcados con (*) corresponden a la probabilidad de que las 
predicciones correctas pertenezcan al modo de falla acertado según la validación del experto humano. Elaboración propia. 

En segundo lugar, puede notarse qué los modelos DNN en general fueron consistentes con 
valores cercanos entre sí para el parámetro de la probabilidad promedio de pertenencia al 
modo de falla correcto en los casos identificados. No hubo un incremento sustancial en la 
mejora de dicha probabilidad promedio en la arquitectura variable comparada con la fija (poco 
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más de 3%). Sin embargo, la desviación estándar entre los valores asociados a la calidad de las 
predicciones (probabilidad de pertenencia el modo de falla correcto) si mostró una mejora 
significativa pasando de 23,87% a 15,17%. 

También es evidente qué estos modelos DNN fueron los que menor cantidad de aciertos 
lograron para cada una de las arquitecturas. Presentando tasas de acierto del 46,67% y 40%, 
en arquitectura fija, y en arquitectura variable, respectivamente. 

Comparativamente los modelos MLP, y los modelos LSTM, presentaron la mayor tasa de 
aciertos en modos de falla relacionados con fractura. Y se observó qué el modelo LSTM tuvo 
un ligero mejor desempeño para la clasificación de modos de falla asociados a corrosión, 
deformación, y desgaste. 

5.2 Validación de resultados del sistema experto  

Se implementó la metodología de validación empleada en [2], y [3]; que se encuentra explicada 
teóricamente por [50]. De manera que se pudiese hacer una comparación bajo los mismos 
criterios estructurados en los trabajos anteriores. El procedimiento de validación consistió en 
la valoración del desempeño en la clasificación multiclase hecha por los motores de inferencia. 
Para esto se utilizó la matriz de confusión, llamada tabla de contingencias en los trabajos [2], 
y [3]. La tabla 5-3, presenta el resumen de las ecuaciones y conceptos asociados al 
procedimiento de validación del sistema experto. 

Tabla 5-3: Criterios de validación para sistemas expertos (ver lista de símbolos y 
abreviaturas al inicio del documento) 

Criterio  Ecuación 

iAp  ὴ

ȟ ȟ

 

Kappa 
ὴ ὴ

ρ ὴ
 

Kappa w  
ρ
В ὺὴȟ

В ὺὴȟ

 

 

iAr  
ὴ

ȟ ȟ ȟ

 

 

S 

ὥ

ὥ ὧ
 

 

fn ρ Ὓ 

E 
Ὠ

ὦ Ὠ
 

fp ρ Ὁ 

p+ 
ὥ

ὥ ὦ
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Criterio  Ecuación 

p- 
Ὠ

ὧ Ὠ
 

ROC 
Ὓ Ὁ

ς
 

Elaboración propia, las referencias para construir esta tabla fueron tomadas de: [50]. 

Las ecuaciones presentadas en la tabla 5-3 corresponden con la metodología de validación 
implementada para evaluar el desempeño de los modelos del presente trabajo. Para el cálculo 
de los valores numéricos asociados con las matrices de contingencia individualizadas para 
modo de falla, dentro del enlace de los códigos compartidos se encuentra el código fuente que 
donde se planteó dicho procedimiento. De manera que en esta sección se presenta una versión 
breve haciendo hincapié en las matrices de confusión generales. 

Se utilizaron los resultados de las clasificaciones reales para cada caso evaluado como las 
salidas reales, y las salidas de cada modelo como las salidas predichas. Es importante aclarar 
que entre los 30 casos evaluados, hubo una dispersión de 15 modos de falla distintos, 
contenidos entre las 24 clases de modos de falla para las cuales fue entrenado el modelo. 

Se filtraron las clases presentes en los resultados de las clasificaciones reales, y las 
clasificaciones emitidas por los motores de inferencia para no generar distorsión con aquellas 
clases ausentes en los datos reales, y las predicciones de los modelos. 

Las matrices de confusión son el resultado del cruce entre el diagnóstico emitido por los 
motores de inferencia, y las clasificaciones de los casos reales. Aquellos valores coincidentes 
en ambos diagnósticos se distribuyen a lo largo de la diagonal de la matriz. Los casos que 
fueron diagnosticados erradamente se dispersan en otras posiciones dentro de dicha matriz. 

Luego de la construcción de las matrices de confusión, se debe normalizar los valores de la 
misma para continuar con los cálculos de los índices que miden el desempeño de los motores 
de inferencia. Esta normalización consiste en el cálculo de las frecuencias relativas de cada 
diagnóstico para obtener un valor unitario, con base en el número de evaluaciones hechas. Así, 
se obtienen los valores en términos porcentuales. 

Posteriormente, se calcula el índice de acuerdo entre expertos, el cual permite medir la porción 
de aciertos sobre el total normalizado de la matriz de confusión. El cálculo del índice kappa, y 
el índice kappa ponderado permite medir el acuerdo entre los caos reales y las diagnosticadas 
por los motores de inferencia. La diferencia entre ambos es qué el índice kappa únicamente 
mide los acuerdos, es decir donde se presentaron aciertos; mientras que el índice kappa 
ponderado considera los casos donde no hubo coincidencia, y esto disminuye la magnitud de 
los acuerdos en los casos donde no hubo coincidencia. 

Se evaluó también el área bajo la curva ROC para evaluar el desempeño global del modelo. 
Adicionalmente, se hizo el cálculo para cada categoría evaluada por el sistema en donde, se 
midió: sensibilidad; especificidad; valores predictivos negativos, y positivos; falsos positivos, 
y falsos negativos, y; índices de acuerdo entre expertos, y relación entre índices de acuerdo. 

Los resultados individuales fueron de cada evaluación fueron consolidados y almacenados 
para emitir los valores promedio que en conjunto forman el desempeño global de cada modelo 
implementado. 
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5.2.1 Matriz de confusión de cada modelo  

En esta sección las figuras 5-3, 5-4, 5-5, 5-6, 5-7, y 5-8 muestran las matrices de confusión 
obtenidas durante el proceso de validación del sistema. Estas matrices corresponden a una 
representación general relacionada con las coincidencias de aciertos entre el criterio humano 
experto, y las predicciones del sistema experto. En estas figuras, los números distribuidos a lo 
largo de la diagonal representan las coincidencias entre los diagnostico. Los números 
distribuidos fuera de la diagonal representan las discrepancias. 

Figura 5-3: Matriz de confusión del modelo MLP de arquitectura fija. 

 
Se aprecia la matriz de confusión del modelo MLP de arquitectura fija. Se relaciona el número de aciertos de las predicciones del 
motor de inferencia en relación con la validación humana. Elaboración propia. 

Figura 5-4: Matriz de confusión del modelo MLP de arquitectura variable. 

 
Se aprecia la matriz de confusión del modelo MLP de arquitectura variable. Se relaciona el número de aciertos de las predicciones 
del motor de inferencia en relación con la validación humana. Elaboración propia. 
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Figura 5-5: Matriz de confusión del modelo DNN de arquitectura fija. 

 
Se aprecia la matriz de confusión del modelo DNN de arquitectura fija. Se relaciona el número de aciertos de las predicciones del 
motor de inferencia en relación con la validación humana. Elaboración propia. 

Figura 5-6: Matriz de confusión del modelo DNN de arquitectura variable. 

 
Se aprecia la matriz de confusión del modelo DNN de arquitectura variable. Se relaciona el número de aciertos de las predicciones 
del motor de inferencia en relación con la validación humana. Elaboración propia. 

Figura 5-7: Matriz de confusión del modelo LSTM de arquitectura fija. 

 
Se aprecia la matriz de confusión del modelo LSTM de arquitectura fija. Se relaciona el número de aciertos de las predicciones del 
motor de inferencia en relación con la validación humana. Elaboración propia. 
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Figura 5-8: Matriz de confusión del modelo LSTM de arquitectura variable. 

 
Se aprecia la matriz de confusión del modelo LSTM de arquitectura variable. Se relaciona el número de aciertos de las predicciones 
del motor de inferencia en relación con la validación humana. Elaboración propia. 

Siguiendo el procedimiento de validación descrito, la tabla 5-4 resume todos los criterios 
mencionados en la tabla 5-3, los cuales permiten valorar cuantitativamente el desempeño de 

los modelos. 

Tabla 5-4: índices de validación de los motores de inferencia basado en redes neuronales 
implementados 

Criterios de 
validación  

Modelo  
MLP_af 

Modelo 
MLP_av 

Modelo 
DNN_af 

Modelo 
DNN_av 

Modelo 
LSTM_af 

Modelo 
LSTM_av 

iAp 0.4772 0.4797 0.4708 0.4713 0.4781 0.4762 
Kappa 0.5709 0.6053 0.4231 0.3986 0.5689 0.5024 

Kappa w 0.4534 0.4622 0.5113 0.7046 0.5913 0.4418 
iA r  0.9543 0.9595 0.9415 0.9427 0.9563 0.9525 
S 0.4907 0.5784 0.3509 0.3596 0.6094 0.4769 
fn  0.3426 0.3039 0.4386 0.4298 0.3281 0.3565 
E 0.9760 0.9785 0.9693 0.9702 0.9767 0.9751 
fp  0.0240 0.0215 0.0307 0.0298 0.0233 0.0249 
p+ 0.5516 0.6265 0.3760 0.4071 0.5659 0.4807 
p- 0.9763 0.9786 0.9699 0.9705 0.9770 0.9754 

ROC 0.7334 0.7785 0.6601 0.6649 0.7930 0.7260 
Validación de los modelos elaborada según el procedimiento descrito por [50], e implementado en los documentos [2], y [3]. 
Elaboración propia. 

Según los resultados obtenidos en el proceso de validación, puede decirse que los modelos 
LSTM tienen mejor desempeño general, pues presentan los valores más altos en iAp, y Air, 
kappa, kappa ponderado, sensibilidad (S) y especificidad (E), lo que indica una mayor 
precisión en la clasificación. Particularmente, el modelo LSTM de arquitectura fija tuvo el 
mejor ROC (0.7930), lo que sugiere un mejor balance entre sensibilidad y especificidad. 
 
Por su parte, los modelos MLP y en especial el modelo de arquitectura variable, tienen una 
estabilidad aceptable con predicciones correctas de mayor calidad (mayor promedio de 
probabilidad de pertenencia al modo que correcto) que LSTM y las DNN. 








































