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Resumen y Abstract Vi

Resumen

Semiautomatizacién del cambio en la cobertura de la tierra con software y datos de
libre acceso

El cambio en la cobertura de la tierra es un proceso dinamico espacial y temporal, por lo
tanto, es necesario generar métodos semiautomaticos en software libre que faciliten el
tiempo de procesamiento y disminuyan los costos. La integracion de aplicaciones,
plataformas y software de libre acceso para el procesamiento de imagenes satelitales sin
costo se ha identificado como una alternativa efectiva para el progreso en el desarrollo de
soluciones para efectuar la clasificacién y el monitoreo del cambio de coberturas de la
tierra. Este estudio gener6 una metodologia semiautomatica en la plataforma Google Earth
Engine (GEE) y QGIS para monitorear el cambio de las coberturas de la tierra utilizando
imagenes de la mision Sentinel-2 (S-2). El trabajo se desarrollé en el area correspondiente
a la subzona hidrografica Rio Yucao que se encuentra en Puerto Lopez y Puerto Gaitan,
Meta, Colombia. Se estudiaron 13 tipos de coberturas. Se utilizé un método de clasificacion
basado en pixeles y aprendizaje de maquina (ML) el cual fue el clasificador de Bosques
Aleatorios (RF) en GEE. En la cual se obtuvo una exactitud general con un 84% aunque
al realizar una evaluacién visual a detalle se encontraron ciertas imprecisiones en la
clasificacion de clases como caucho, cultivos forestales y bosques de galeria.
Adicionalmente, para la deteccién del cambio se realizé un analisis de tabulacion cruzada
pixel por pixel. Esta metodologia permite mejorar la clasificacion de coberturas en los
tropicos, ya que la plataforma tiene un amplio repositorio de imagenes de la mision
Sentinel-2. Estas imagenes tienen alta resolucion espectral (12 bandas) y frecuente
resolucion temporal (5 dias), por lo cual, es posible mejorar la calidad de la clasificacion y
aumentar la posibilidad de identificar escenas con menor nubosidad de manera mas

eficiente. Entonces, la metodologia desarrollada en este estudio permite filtrar imagenes



VIII  Semiautomatizacién del cambio en la cobertura de la tierra con software y datos de
libre acceso

de mayor calidad, reduciendo tiempo y costos de hardware y software al usar servidores

en la nube y plataformas que no requieren licencia.

Palabras clave: Semiautomatizacion, Sentinel-2, GEE, Arboles aleatorios, Clasificacion

de la Cobertura de la Tierra, Datos de Libre Acceso.
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Abstract

Semiautomated Analysis of Land Cover Change Using Open-Access Tools and

Datasets

Land cover change is a spatially and temporally dynamic process, therefore, it is necessary
to generate semi-automatic methods in free software that facilitate processing time and
reduce costs. The integration of freely available applications, platforms and software for
processing satellite images at no cost has been identified as an effective alternative for
progress in the development of solutions to perform land cover change classification and
monitoring. This study generated a semi-automated methodology in Google Earth Engine
(GEE) and QGIS platform to monitor land cover change using Sentinel-2 (S-2) mission
imagery. The work was developed in the area corresponding to the Rio Yucao hydrographic
subzone located in Puerto Lopez and Puerto Gaitan, Meta, Colombia. Thirteen cover types
were studied. A classification method based on pixels and machine learning (ML) was
used, which was the Random Forest (RF) classifier in GEE. In which a general accuracy
of 84% was obtained, although a detailed visual evaluation found certain inaccuracies in
the classification of classes such as rubber, forest crops and gallery forests. Additionally,
for change detection, a pixel-by-pixel cross-tabulation analysis was performed. This
methodology allows for improved land cover classification in the tropics, since the platform
has a large repository of images from the Sentinel-2 mission. These images have high
spectral resolution (12 bands) and frequent temporal resolution (5 days), so it is possible
to improve the quality of the classification and increase the possibility of identifying scenes
with less cloud cover more efficiently. Thus, the methodology developed in this study allows
filtering higher quality images, reducing time and hardware and software costs by using

cloud servers and license-free platforms.
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Keywords: Semi-automation, GEE, Sentinel-2, Land Cover Classification, Random
Forest, Open Data.
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1.Introduccion

Histéricamente, el hombre ha necesitado explicar los fendmenos espaciales y temporales
asociados al manejo de los recursos naturales (su extension, clasificacion, dinamica y
cambio a través del tiempo, entre otras), para lograrlo invierte tiempo y recursos.
Inicialmente, en procedimientos analogos de captura de datos, procesamiento, analisis,
interpretacion, almacenamiento y difusion de la informacién que son costosos, largos y
dispendiosos (Selvaraj & Nagarajan, 2022). Con el surgimiento de las geociencias y el
desarrollo vertiginoso de la computacion y de las tecnologias de informética y
comunicacion se logré que las tareas de recoleccion, gestion, andlisis y tratamiento de la
informacion espacial sean mas eficientes y econémicas en la actualidad. La inversion en
investigacion en Sistemas de Informacion Geografica (SIG) y Percepciéon Remota (PR)
aceleraron los procesos de reconocimiento, caracterizacién, delimitaciéon, en generar
conocimiento del inventario de los recursos naturales, pero también han aportado a la
comprension de los fen6menos que alteran las condiciones inherentes por disturbios
naturales o antropicos que generan cambios en ellos (Selvam, Manisha, Vidhya &
Venktraman, 2019).

El estudio de las coberturas de la tierra mediante procesos de clasificacion de imagenes
satelitales ha sido reconocido como una de las aplicaciones mas frecuentes y practicas de
la PR. Al introducir ventajas comparativas con las técnicas tradicionales, en el aumento en
la cobertura espacial, alta repetitividad, disponibilidad de imagenes con resolucién en una
amplia gama de ventanas del espectro electromagnético y un alto potencial de
automatizacion (Mahdavi et al., 2019). Autores como Brodley & Friedl (1997), Zhu,
Woodcock, & Olofsson (2012) enfatizan en la importancia del mapeo de las coberturas
terrestres y de sus cambios a través del tiempo, las cuales son imprescindibles en el
monitoreo de diversos tépicos del medio ambiente, son fuente principal de datos y de
informacion para la planificacion y ordenamiento territorial y en la zonificacion agricola

sostenible para la seguridad alimentaria y nutricional de la poblacion.
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La automatizacion es definida como la tecnologia mediante la cual se realiza un proceso,
procedimiento, tarea o actividad con una minima o nula asistencia humana, esta
interaccion puede implicar una pequefia accion o simplemente su supervision (Groover,
2010). Sin embargo, muchos procesos no son automatizados, porque la automatizacion
completa no es justificable dada la complejidad de la tarea a realizar o porgue se puede
requerir flexibilidad para adaptarse a pequefias variaciones y es en estos casos que se
implementa la semiautomatizacion, que se realiza mediante actividades combinadas del
ser humano y la maquina alternando sus pasos mediante una interfaz que permite la
retroalimentacién del humano y su posterior respuesta por parte de la maquina (Moreno,
1999).

La PR ha desarrollado diversos procesos que buscan disminuir la subjetividad en las
interpretaciones, el tiempo y el costo de operacion. Tales procesos pueden ser
completamente manuales, semiautomaticos o completamente automaticos. En la
clasificacion de coberturas, antes de los procesos asistidos por computadora, la
informacion de cobertura implementada en los distintos métodos era extraida de mapas
preexistentes generados mediante fotointerpretacion y digitalizacién manual (Aber & Aber,
2017). No obstante, este tipo de informacion tiene varias limitaciones, ya que la naturaleza
del suelo y la intervencion humana hace que la cobertura de la tierra sea continua
espacialmente y dinamica en el tiempo y espacio. Esta dinamica hace que procesos para
la clasificacion de coberturas que no sean eficientes en términos de tiempo, como los
anteriormente mencionados, no sean la mejor opcion, ya que los tiempos para generar los
productos son amplios y desactualizados y por lo tanto dichos datos no se pueden tomar
con cien por ciento de certeza en lugares donde las coberturas estan cambiando con

frecuencia (Kumar, 2006).

A pesar de sus ventajas, los procesos de automatizacion de la PR logrados con los SIG
no estaban al alcance de todos los usuarios, por los costos de adquisicion de programas
licenciados. Con el paso del tiempo, se ha observado un aumento en el uso de software
de libre acceso y la interaccién de QGIS con R y Python o Google Earth Engine (GEE) con
JavaScript y Python, aunado a la reciente disponibilidad de nuevas plataformas, misiones

espaciales y sensores remotos acoplados a estas, lo que ha permitido la captura de datos
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geoespaciales (Landsat, Sentinel y Meteosat, satélites SAOCOM, VRSS-1 o plataformas
UAV (por sus siglas en inglés Unmanned Aerial Vehicle) y ha aumentado la oferta de datos
abiertos con mejor resolucion espacial, temporal y radiométrica (Gorelick et al., 2017).
Estos avances aportan y hacen posible el monitoreo de los recursos y particularmente, del
cambio en la cobertura de la tierra a un menor costo con datos de calidad que aportan
confianza a los resultados. Por ejemplo, las imagenes resultantes de la mision Sentinel-2,
debido a su resolucién espacial, temporal y espectral, se han posicionado como una
herramienta de gran importancia en los estudios ambientales. Dada la capacidad de
realizar un seguimiento y monitoreo de los cambios dinAmicos en la cobertura, ya sea, por

sucesos naturales o antropicos (Segarra, Buchaillot, Araus & Kefauver, 2020).

La captura de informacion adquirida con sensores remotos multiespectrales es la principal
fuente para mapear la cobertura del suelo a nivel global. Sin embargo, sigue siendo un reto
la clasificacién asistida por computadora, puesto que, con frecuencia se puede llegar a
inconsistencias en los resultados. Esta inconsistencia se asocia con los datos de
entrenamiento que al no ser los adecuados, puede llevar a una superposicion parcial entre
las clases al momento de hacer la clasificacion, lo que significa que hay pixeles que hacen
parte de dos o mas clases diferentes de coberturas, generando dificultades al momento de
realizar la clasificacion (Wang, Wander, Mueller, Martin, Dunn, 2022). La ambigiiedad
espectral de algunas coberturas que poseen alta variabilidad intraclases y baja variabilidad
entre clases, dificulta la definicién de sus limites, por lo que imagenes con mayor resolucion
espectral aportan una mayor informaciéon que permite una mejor discriminacion entre

clases (Dronova, 2015; Henderson & Lewis, 2008).

La primera aproximacion que se hizo en este tema fue la clasificacion a escala global de
la cobertura terrestre realizada por Defries & Townshend en 1994, utilizando el algoritmo
de clasificacion de maxima verosimilitud con base en los valores mensuales del indice de
vegetacion de diferencia normalizada (NDVI) con resolucién espacial de 1x1 grado. La
clasificacion mas conocida y usada, “Land Cover Type/Dynamics” de MODIS (Por sus
siglas en inglés, Moderate Resolution Imaging Spectroradiometer) tiene una resoluciéon
temporal de un afio, dos opciones de resolucion espacial una de 500 m y otra 0.05 grados
(= 5.6 km) para el tipo de cobertura y para su producto de dinamica de coberturas posee
una RE de 1 km. Sin embargo, debido a la existencia de varios métodos para la

clasificacion de la cobertura y uso de la tierra, es decision del analista escoger el mas
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apropiado para la zona de estudio y los requerimientos de los usuarios finales (Bovolo,
Bruzzone, & Solano-Correa, 2017).

Debido al creciente volumen y complejidad de los datos capturados y a la necesidad de
procesarlos y analizarlos, los algoritmos de Aprendizaje Automéatico (ML por sus siglas en
ingles Machine Learning) han cobrado importancia , los cuales, son alimentados con datos
de calidad que permiten identificar el comportamiento o tendencia de estos y generar
modelos de manera que la computadora aprenda y este en la capacidad de realizar el
mismo proceso en el futuro sin ser programado explicitamente o con datos similares o
adicionales, proporcionando resultados rapidos y precisos sin mayor intervencion humana.
De esta manera generar predicciones de alto valor para la toma de decisiones acertadas
y en menor tiempo (Gamanya, De Maeyer, & De Dapper, 2007; Garcia-Gutierrez,
Gonalves-Seco, & Riguelme-Santos, 2011; Grekousis, 2019; Neapolitan & Jiang, 2018;
Rebala, Ravi, & Churiwala, 2019).

La inteligencia artificial aplicada al mapeo de la cobertura y uso del suelo, puede verse
aplicada en un sin nimero de métodos como los arboles de decision que son una clase de
modelos de prediccion que requieren una etapa supervisada y tienen una variable objetivo,
la cual es predefinida por el usuario, este tipo de algoritmos se utilizan con frecuencia en
estudios de clasificacion de cambio de uso de suelo por su capacidad de identificar la
variable mas significativa y encontrar su valor o el mejor grupo de datos homogéneos
(Arvor, Durieux, Andrés, & Laporte, 2013; Champion, Boldo, Pierrot-Deseilligny, & Stamon,
2010; Gamanya et al., 2007; Knox, 2018; Miiller & Guido, 2016). Un conjunto de estos
arboles de decisiéon conforma lo que se conoce como algoritmo de bosques aleatorios
(Random Forest) que puede definirse como un método de aprendizaje automatico, versatil
e inteligente el cual permite realizar tanto clasificaciones como tareas de regresion. Asi
mismo, este método cuenta con algoritmos de reduccién dimensional, valores atipicos,
tratar valores perdidos y otros pasos de exploracion de datos. Es considerada como una
solucion experta ante varios de los problemas que se pueden presentar en tareas de

clasificacion (Sullivan, 2017).

En la clasificacién de coberturas, si el entrenamiento es “supervisado”, en cada paso

iterativo de prueba y perfeccionamiento del modelo se compara con datos de validacion la
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cobertura asignada por el entrenador con el valor asignado por el programa, determinando
si ha identificado correctamente o no. El entrenamiento supervisado es relativamente
rapido y necesita recursos computacionales considerables. Sin embargo, necesita de la
intervencion humana y grandes cantidades de informacion para el entrenamiento y una
clasificacion precisa (Cheng & Han, 2016; Grekousis, 2019; Knox, 2018; Mahdavi et al.,
2019; Muller & Guido, 2016; Noi & Kappas, 2018; Rebala et al., 2019; Sullivan, 2017). Los
mapas de coberturas que surgen de la clasificacion supervisada son el principal insumo
para muchos métodos que permiten monitorear el cambio entre dos fechas distintas (Zhou,
2021). La deteccion manual de cambios puede ser larga y costosa, por lo que se requiere
introducir un cierto grado de automatizacién en el paso de deteccién de cambios. Es decir,
desarrollar sistemas expertos que puedan centrar la atencién del operador en posibles
areas de cambio. Este monitoreo puede ser bitemporal si se trata de solo dos fechas en el

tiempo o multitemporal si se tienen en cuenta mas de dos fechas (Eastman, 2001).

Existen dos tipos de datos sobre los cuales se puede efectuar el monitoreo del cambio, los
datos categoricos que se utilizan cuando la informacion empleada es temética como por
ejemplo mapas de clases de cobertura y por otro lado, los datos continuos que se obtienen
a partir de la respuesta espectral (reflectancia) capturada por el sensor acoplado a los
satélites y que generan las imagenes satelitales (Jiménez, Gonzéalez, Escalona, Valdez, &
Aguirre, 2011). Los métodos que se usan frecuentemente para el monitoreo del cambio de
cobertura de la tierra pueden agruparse bajo tres criterios principales. El primero, basado
en la técnica empleada para detectar el cambio, el cual puede relacionarse con el cambio
de la textura o reflectividad de las imagenes (Lu, Mausel, Brondizio, & Moran, 2004), e
incluye los métodos de algebra de mapas, transformaciones matematicas, post-
clasificacion; y modelacién (evaluacién multicriterio y automatas celulares). El segundo,
fundamentado en la temporalidad de los datos (Eastman, 2001) comprende andlisis
bitemporal, analisis multitemporal y prediccién de cambios a futuro y el tercero se basa en
el tipo de datos empleados (Chuvieco, 2010). Estos datos pueden ser continuos o
categoricos; para los primeros se encuentran los métodos de &lgebra de mapas,
transformaciones matematicas y modelacion; por otro lado, los datos categoricos se basan
en una post-clasificacion con matrices de cambio o a través de cadenas de Markov
(Jiménez et al., 2011).
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1.1 Formulacion del problema

El cambio de la cobertura de la tierra es un proceso dinamico en el tiempo y espacio. Dada
esta dinAmica espacio temporal, es necesario desarrollar una metodologia de analisis que
permita a usuarios no expertos una mayor facilidad de la cuantificacion de los cambios que
ocurren en el territorio, en menor tiempo y con el uso de plataformas, softwares y datos de
libre acceso que disminuyan los costos.

Para esta metodologia las dos principales limitaciones en la clasificacion de coberturas de
la tierra, estan asociadas a la Resolucién Espacial (RE), Temporal (RT), Espectral (RS) y
la accesibilidad de las imagenes utilizadas. La mayoria de los estudios reportados por la
literatura utilizan imagenes de la misién Landsat 8 las cuales son de libre acceso, pero que
tienen una RE de 30 m, RT de 16 dias, RS de 9 bandas con el sensor OLI. En otras
ocasiones, la limitaciébn se ve asociada al costo de las imagenes de alta o muy alta
resolucion espacial como PlanetScope y/o de los softwares que se utilizan en el
procesamiento de las imagenes como ERDAS, ILWIS, ENVI, ArcGIS, entre otros.
Adicionalmente, dependiendo de ubicacién geogréafica y condiciones climatolégicas, es
posible identificar otras limitaciones. Por ejemplo, en el trdpico, la mayoria del afio se
presenta una alta nubosidad, llevando a errores en la clasificacién que de excluirse, genera
vacios de informacién. Por tanto, una menor RT disminuye la probabilidad de obtener una

imagen con poca o nula cobertura de nubes.

En la actualidad es de suma importancia contar con una herramienta que permita el
monitoreo y verificacion del cambio de la tierra a escalas semidetalladas para la toma de
decisiones en procesos de analisis, gestidon y planificacion del territorio (Jiménez et al.,
2011; Kumar, 2006. Para dar solucién a la problematica de mejorar la resolucién de los
mapas de cobertura de la tierra y disminuir la problematica de la nubosidad se propuso
utilizar imagenes opticas de la mision espacial Sentinel-2, que ademas de ser de libre
acceso, tienen buena resolucién espacial, espectral y temporal. Las dos primeras mejoran
la discriminacion e identificacion de las coberturas de la tierra, y la dltima da mayor
probabilidad de obtener una imagen o un conjunto de estas en la cual el porcentaje de
nubosidad en la escena sea minimo. Utilizar estas imagenes junto a las capacidades de la
plataforma GEE de ser una plataforma de libre acceso, tener a su disposicion repositorios
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online y procesamiento en la nube, dan solucién a las problematicas causadas por
nubosidad en el tropico y al costo de acceso a imagenes, software y hardware para su
procesamiento; permitiendo mejorar la calidad de clasificacién y monitoreo del cambio de
la cobertura de la tierra en un menor tiempo.

1.2 Aproximacion conceptual

Se realiz6 una revision de las metodologias mas utilizadas para monitoreo de la cobertura
de la tierra con sensores remotos y se escogié el método de clasificacion de Bosques
Aleatorios (RF, por sus siglas en inglés, Random Forest), asi como el método de
cuantificacion del cambio de algebra de mapas (analisis de tabulacion cruzada pixel por
pixel). La validacién de los métodos para el monitoreo del cambio de la cobertura y uso de
la tierra se realizé en conjunto con AGROSAVIA La Libertad mediante una validacién con
base en informacién de las coberturas mas representativas de la zona. Esta informacién
fue recolectada en campo y se comparé con informacion suministrada por AGROSAVIA,
gue permitio cuantificar el error y valorar la aplicacién operativa de la informacién capturada

con sensores remotos para el monitoreo de cambio de la cobertura de la tierra.

La programacién para la semiautomatizacion del método para el monitoreo del cambio de
la cobertura de la tierra se realizé de manera interactiva usando la plataforma Google Earth
Engine mediante el lenguaje de programacién JavaScript y el software QGIS y su
complemento SCP. Con el fin de aplicar la metodologia ajustada para imagenes satelitales
de la misién espacial Sentinel-2 y monitorear el cambio de la cobertura de la tierra en los
municipios de Puerto Lopez y Puerto Gaitan dentro del area correspondiente a la subzona
hidrografica del Rio Yucao en el departamento del Meta, a escala semidetallada, de la cual
parte de esta, hace parte de la posicion fisiografica “Altillanura plana” de los municipios
mencionados. Esta posicion fisiografica fue delimitada por Rodriguez et al. (2013) y
corresponde a las unidades de suelo del paisaje de Altillanura plana en los municipios
objeto de estudio con pendientes menores al 7%, la cual es de gran importancia para el
sector agropecuario por su potencial productivo, considerada como la ultima gran frontera

agricola de Colombia.
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1.3 Pregunta de investigacion

Teniendo en cuenta las probleméticas anteriormente mencionadas surge la pregunta:

¢, COmo puede la semiautomatizaciéon del monitoreo del cambio en la cobertura de la tierra
con el uso de software de libre acceso y las imagenes satelitales Sentinel 2 mejorar la
planificacion y gestion del territorio en areas protegidas de Colombia?

1.4 Objetivos

1.4.1 Objetivo general

Implementar un proceso semiautomatico para monitorear el cambio en la cobertura de la

tierra con software y datos de libre acceso.

1.4.2 Objetivos especificos

e Generar un método semiautomatico para detectar los cambios en la cobertura de

la tierra.

e Detectar el cambio en la cobertura de la tierra en la cuenca del Rio Yucao,

departamento del Meta, Colombia.

1.5 Importancia de la investigacion

La investigacion del monitoreo del cambio en la cobertura de la tierra es fundamental para

entender como las actividades humanas afectan al medio ambiente y, por lo tanto, para
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tomar decisiones informadas sobre la planificacion y gestion del territorio. En este sentido,
el uso de software de libre acceso y las imagenes satelitales Sentinel 2 son herramientas
clave para llevar a cabo esta tarea de manera eficiente y accesible.

Gracias a la tecnologia de imagenes satelitales Sentinel 2, es posible obtener una gran
cantidad de datos y detalles sobre la cobertura de la tierra. Esto permite detectar y analizar
los cambios que se producen en la cobertura de la tierra, como la deforestacién, la
urbanizacion o la expansion de cultivos, entre otros. Estos cambios pueden tener graves
consecuencias en el medio ambiente, como la degradacion del suelo, la pérdida de

biodiversidad o la emision de gases de efecto invernadero.

La disponibilidad de software de libre acceso para el procesamiento de estas imagenes y
la generacion de mapas tematicos permite que cualquier persona con conocimientos
basicos en el manejo de herramientas informaticas pueda realizar analisis y estudios sobre
las dindmicas de las coberturas de la tierra. Esto fomenta la democratizacién del acceso a
la informacién y la transparencia en la toma de decisiones relacionadas con el medio

ambiente.

Ademads, el monitoreo del cambio en la cobertura de la tierra permite no solo entender los
patrones de la cobertura del suelo, sino también identificar areas que requieren una gestion
especial. Por ejemplo, areas de conservacion de la biodiversidad o areas vulnerables a los
efectos del cambio climético o procesos antrépicos pueden ser monitoreadas de manera

efectiva con la tecnologia Sentinel 2 y el software de libre acceso GEE.

En conclusién, la investigacién del monitoreo del cambio en la cobertura de la tierra con
software de libre acceso como GEE e imagenes Sentinel-2 es esencial para la planificacion
y gestion del territorio, la conservacién de la biodiversidad y la mitigacién de los efectos del
cambio climético. La disponibilidad de estas herramientas contribuye a la democratizacion
del acceso a la informacién y a una toma de decisiones mas transparente y basada en
datos. Razon por la cual La presente investigacion contemplé el método espacial para el
monitoreo de la cobertura de la tierra compuesto por la clasificacién de la cobertura en
GEE vy la deteccion del cambio en QGIS. Lo cual permitié distinguir con claridad las
potencialidades que cada uno de estos métodos presentan para dar solucion a problemas

concretos en el proceso, como es el nivel de fiabilidad de la clasificacion y sensibilidad ante
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el cambio de la cobertura de la tierra (Jiménez et al., 2011). Ademas, permitio evidenciar
para la zona de estudio, el aporte de las imagenes Sentinel-2 al monitoreo del cambio de
la cobertura de la tierra y de esta manera definir un marco metodol6gico para este proceso
gue integré imagenes satelitales, plataformas y software de libre acceso. Permitiendo
realizar un monitoreo continuo de los cambios de cobertura de la tierra anuales, bianuales
0 multitemporales a escalas de mayor detalle con una menor inversion en tiempo y costos
para facilitar a los tomadores de decisiones en este caso el Centro de Investigacion La
Libertad de AGROSAVIA en sus labores que involucran este tipo de informacién (Kumar,
2006; Santana & Salas, 2007).



2.Marco Teorico

2.1 Percepcion remota en el monitoreo de coberturas de
la tierra

Hoy, son cada vez mas frecuentes los sistemas que colectan datos de forma remota, tales
como los sensores acoplados a plataformas aéreas UAVs o constelaciones de satélites
(Colomina & Molina, 2014; Belward & Skoien, 2014), lo cual ha generado un aumento en
volumen de datos (big data) y hace urgente la necesidad de herramientas que automaticen
parte de su procesamiento, andlisis y generacion de informacion utiles para el usuario final
(Suresh, 2020), diversos métodos pueden convertir estos datos en informacién temética
valiosa (Homer et al., 2012; Jensen & Jensen, 2013; Pearson, 2015), en nuestro caso, para

el monitoreo de coberturas a escala local, regional o nacional.

La informacién obtenida de los datos capturados con PR es de suma importancia en un
sin nimero de estudios, tales como el monitoreo forestal (Asner et al., 2006,Gong et al.,
2013, Hansen et al., 2008,Hansen et al., 2013,Myneni et al., 2007, Potapov et al., 2015,
Townshend et al.,, 2012), biodiversidad (Asner et al., 2009, Mendenhall et al., 2011,
Nagendra y Gadgil, 1999, Skidmore et al., 2015), agricultura, monitoreo de humedales y
cuerpos de agua (Alcantara et al., 2012, Anderson et al., 2012, Hong et al., 2012, Ogilvie
et al., 2015), ademas de su gran utilidad y potencial para la deteccion de cambios en
coberturas y usos de la tierra (Giustarini et al., 2013, Grekousis et al., 2015, Hussain et al.,
2013, Lambin y Meyfroidt, 2011 , Rindfuss et al., 2004). Se evidencia entonces, el aporte
de la PR en el monitoreo ambiental, por su capacidad de explorar areas asociadas al
tamafo de pixel de cada plataforma, periodicidad en la adquisicion de datos, de una o

muchas bandas espectrales, que se adaptan a las necesidades de monitoreo a diversas
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escalas dependientes del objeto de estudio. En este caso surten las necesidades de
detectar los cambios en la cobertura de la tierra.

2.1.1 Los sensores remotos en el mapeo de coberturas agricolas

Los sensores remotos proporcionan datos de los cuales es posible extraer informacion
tematica relacionada a los patrones espectrales y espaciales de los datos capturados (Nalli
& Kalluri, 2023), que corresponden a la respuesta espectral de los diferentes tipos de
cobertura del suelo. El término reconocimiento de patrones se usa comdnmente para
describir este proceso analitico (Jensen, 2016). Las imagenes Opticas, comunmente
empleadas en el mapeo de coberturas, provienen de sensores que captan la radiacion
reflejada por las coberturas presentes en el area objeto de estudio, esta informacion
(reflectancia) que es capturada por los sensores acoplados a las plataformas como los
satélites, dependera del numero y ancho de las bandas (Srivastava et al., 2022). La
mayoria de los sensores multiespectrales comparten bandas en regiones comunes del
espectro que cubren, el visible (RGB por sus siglas en ingles Red, Green, Blue), el borde
del rojo (Red- Edge), infrarrojo cercano (NIR por sus siglas en ingles Near-infrared) y el
infrarrojo de onda corta (SWIR por sus siglas en ingles Short-wave infrared).

La radiacion proveniente del sensor y que es registrada para la generacion de la imagen
es denomina valor de brillo original (BV, por sus siglas en inglés Brightness value) también
conocida como valor de nivel digital (DN, por sus siglas en ingles digital number), la
respuesta captada por el sensor esta asociada a las caracteristicas del objeto observado
(textura, estructura y color de la cobertura) (Teodoro & Duarte, 2022). Cuando esta
respuesta (reflectancia) es medida de manera continua y graficada en funcién de la
longitud de onda se genera la firma espectral que es caracteristica y Unica para cada
cobertura. Si se analiza una cobertura con un sensor multiespectral se obtiene una Unica
respuesta por cada banda que abarca una seccion especifica del espectro y al graficarla
en funcién de la longitud de onda se obtiene el perfil espectral (Read, Chambers & Torrado,
2020).
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La respuesta espectral esta en funcion del tipo de objeto que constituye la cobertura. Asi,
la respuesta de la cobertura suelo desnudo, seria menos variable en areas donde el color
del suelo es pardo y por tanto su reflectancia es alta para la region RGB (DeFries, 2013).
Sin embargo, la respuesta del suelo estd ligada estrechamente a su contenido de
humedad, a medida que esta disminuye la reflectancia aumenta en la region del infrarrojo
de onda corta, de manera similar texturas arenosas (gruesas), aumentaran los valores de
reflectancia, en tanto que suelos con textura arcillosa y alta materia organica superficial
disminuiran estos valores. Ademas, se ha encontrado que la rugosidad superficial y los
minerales constituyentes, también afectan la respuesta espectral de las coberturas con

suelo desnudo (Duan, Song, Liu, Cui & Zhang, 2022).

Con PR las coberturas cuerpos de agua son reconocibles usando sensores Gpticos con
bandas en las regiones espectrales del infrarrojo cercano con longitudes de onda = > 0.8
pum, en donde la absorbancia es muy alta. El factor que mas influye en la respuesta de los
cuerpos de agua es la turbidez, determinada por la cantidad y tipo de sedimentos presentes
Li, Dang, Zhang & Du, 2022). Las coberturas con vegetacién sana muestran una firma
espectral caracteristica, que tiene un patrén de baja reflectancia en la regién del visible, en
tanto valores de alta reflectancia en la regién del NIR se ligan a la estructura de las hojas
(Figura 2.1). La baja reflectancia en la franja del visible obedece a la fuerte absorbancia de
esta region que se asocia al proceso de fotosintesis por parte de la clorofila. No obstante,
esta absorbancia no es uniforme, ya que los pigmentos del parénquima empalizada
(Clorofilas a y b,el B-caroteno y carotenoides) en los cloroplastos y otros pigmentos como
las antocianinas y flavonoides del citoplasma absorben mayor cantidad de luz azul, a
longitudes de onda cercanas a 0.45 um y roja 0.67 um, por el contrario mayor cantidad de
luz verde (0.51 um) es reflejada (Figura 2.2) razén por la cual, las plantas son de color

verde para el ojo humano (Jensen, 2016).
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Figura 2.1. Estructura de la hoja celular y su interaccion con la energia electromagnética
de la regién del RGB y NIR. Tomada de Curtis (2001).

La respuesta espectral que se encuentra en la transicion de zona del rojo al infrarrojo
cercano, presenta una pendiente positiva creciente, que se denomina borde del rojo (0.7
pm) también conocida como red-edge, en conjunto con la regién del infrarrojo cercano esta
dada principalmente por la estructura interna del follaje (entre 0.7 y 1.3 um), es esta region
del espectro la que permite hacer una diferenciacién entre especies, en tanto que en la
zona del infrarrojo de onda corta, el factor que controla la respuesta es el contenido de
agua en la hoja, su expresion en forma de valles en la curva espectral se da en las regiones

de mayor absorbancia entre 1.4, 1.9y 2.6 um (Jensen, 2016).
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Caracteristicas Espectrales de la Hoja Verde y Saludable
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Figura 2.2. Caracteristicas de la reflectancia espectral de la vegetacién verde y saludable
para el intervalo de longitud de onda de 0,4 £ 2,6 um y sus principales factores que
controlan la reflectancia de la hoja. Tomada y traducida de Jensen, 2016.

2.1.2 Métodos de mapeo de coberturas

En los ultimos afios los trabajos y aplicaciones con métodos que emplean imagenes
satelitales para el mapeo de coberturas de la tierra han aumentado considerablemente,
una de las principales razones de este crecimiento exponencial se atribuye a la reciente
mejora en la cantidad, calidad, disponibilidad y accesibilidad de datos ofrecidos por
diferentes fuentes Utiles para este proposito (Yu et al., 2014), sin embargo, son muchos los

factores que influencian y hacen complejo el proceso de monitoreo de la cobertura
terrestre.
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Lu & Weng (2007) y Weng (2012) centrados en los enfoques de clasificacion de imagenes,
el paso a paso empleado, las técnicas de mejoramiento de la precision y rendimiento de la
clasificacion encontraron que es esencial para alcanzar una buena clasificacion, la
disponibilidad de imégenes y el acceso a datos auxiliares como indices de vegetacion y
texturas de alta calidad derivados de sensores remotos y el disefio de un procedimiento
de clasificacion adecuado. Sin embargo, reconocen que la habilidad y experiencia del

analista son un factor clave.

Por su parte, Cihlar (2000) y Franklin & Wulder (2002) ahondaron en las estrategias de
mapeo utilizadas para la clasificacién de la cubierta terrestre de areas extensas, entre los
principales problemas que identificaron resaltan, el uso de imagenes de multiples sensores
con tiempo/angulos variables y la alta demanda de recursos para el procesamiento de

correcciones geométricas y radiométricas de grandes cantidades de imagenes.

Smits, Dellepiane & Schowengerdt (1999) introdujeron un protocolo de evaluacion de
calidad para el mapeo de la cobertura del suelo en el contexto de los requisitos del proyecto
y el costo econémico del error, encontrando que los basados en matrices de confusion y

el andlisis KHAT son los mas adecuados si el interés se orienta a comparar clasificadores.

Yu et al. (2014) en cambio, usé diagramas de dispersion para investigar la relacion entre
la precisién de la clasificacion y la fecha de publicacion, el tamafio del area de estudio y la
complejidad del sistema de clasificacion e informar la precisién general promedio estimada
y su error estandar para diferentes sensores y algoritmos de clasificacion, el autor concluye
gue imagenes con mas bandas espectrales o una combinacién de tipos de datos dieron
lugar a una mayor precision de mapeo, a su vez resalta que las diferencias de precision a
causa del tipo de algoritmo de clasificacién no son tan grandes como las asociadas a los
distintos datos utilizados y adicionalmente, menciona que la complejidad de un sistema de
clasificacion disminuye su precision de mapeo, por lo que se debe tener en cuenta que no

siempre el método o algoritmo mas complejo sera sinénimo de precision en el resultado.

Kathami (2016) encontré que con la inclusién de informacion de textura se logré mejorar
la precisién general de la clasificacion de la cobertura del suelo en un 12.1%. Coburn &

Roberts (2004) afirmaron que la técnica utilizada, con mayor frecuencia, para derivar
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medidas de textura es el uso de la matriz de co-ocurrencia de niveles de gris (GLCM por
sus siglas en inglés grey-level co-occurrence matrix). Esta técnica emplea una matriz de
co-ocurrencia espacial que calcula las relaciones de los valores de los pixeles y los utiliza
para calcular las propiedades estadisticas de segundo orden de estas matrices. Varias de
las medidas de textura de GLCM més utilizadas son el segundo momento angular,
contraste, correlacién, disimilitud, entropia y homogeneidad (Jensen, 2016). En la tabla
3.2, se presenta las férmulas para el calculo de las texturas que fueron empleadas en este

estudio.

Kathami (2016) también afirmé, que el uso de informacién derivada de la respuesta
espectral, indices espectrales (NDVI, NDWI, NDBI, entre otros) aportaron mejoras a la
precision de las clasificaciones. En cuanto al uso de algoritmos de clasificacion, el uso del
clasificador bosques aleatorios (RF, por sus siglas en inglés) tuvo un rendimiento
considerablemente mejor que el clasificador tradicional de arbol de decisién, Este buen
desempefio del algoritmo RF concuerda con lo reportado en varios estudios de
clasificacion de coberturas (Belgiu & Csillik, 2017; Chen et al., 2017; Dash et al., 2018;
Zhao et al.,, 2019, Ramirez, 2020). Random Forest es un método de aprendizaje
automatico que se puede utilizar para clasificaciones supervisadas. Se basa en la
construccion automatica de multiples arboles de decision, donde cada arbol toma un
subconjunto aleatorio de variables de entrada y objetos de entrenamiento para las
clasificaciones. Para una decision final sobre la clasificacién de un objeto, cada arbol
obtiene un "voto" en el resultado final. Random Forests ha demostrado su uso para
clasificaciones con grandes cantidades de datos de imagenes satelitales (Wurm et al.,
2017). Los bosques aleatorios superan los métodos de clasificacion estandar para la
cobertura del suelo, porgue pueden manejar la gran diferenciacién dentro de las clases de
cobertura del suelo y los datos de ruido pueden neutralizarse (Rodriguez-Galianoet al.,
2012).
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Figura 2.3. Numero creciente de documentos de investigacién publicados anualmente
entre 2004 y 2022.Tema: ("Land cover" OR "LULC") AND ("Classification") AND "Random
forest".

2.2 Semiautomatizacion y percepcion remota

Dentro del monitoreo del cambio de las coberturas de la tierra, una gran parte del
aprendizaje automatico se da en la clasificacién, ya que permite conocer a qué clase de
cobertura pertenece cada pixel que es procesado. La capacidad de clasificar con precision
las observaciones es valiosa para apoyar la toma de decisiones de entidades de
ordenamiento territorial y temas ambientales, que de manera directa reduce el tiempo de
clasificacion comparado con los métodos manuales que se utilizaban anteriormente.
Existen diferentes algoritmos que se han desarrollado en este proceso de automatizacion
en el procesamiento de imagenes, uno de los algoritmos que ha ganado més popularidad
es el bosque aleatorio que es un algoritmo de clasificacion que consta de muchos &rboles
de decisiones que utiliza el embolsado y la aleatoriedad de las caracteristicas al construir
cada arbol individual para tratar de crear un bosque de arboles no correlacionado cuya

prediccién en conjunto es mas precisa que la de cualquier arbol individual.
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2.3 Datos de libre acceso y procesamiento en la nube

El lanzamiento de los satélites Sentinel-2 (S2) del programa Copernicus (ESA, 2011),
anteriormente conocido como GMES (Global Monitoring for Environment and Security),
abrié nuevas oportunidades en el mundo de la teledeteccién (Frampton et al. 2013). La
operacién en conjunto de S2A y S2B ofrece un periodo de revisita de hasta 5 dias,
ofreciendo una mayor disponibilidad para el monitoreo de varios procesos, especialmente
aquellos que ocurren en breves periodos de tiempo y que no son registrados
frecuentemente por el satélites Landsat 8 el cual posee un tiempo de revisita de 16 dias,
como la inundacion de los campos de arroz en los humedales mediterraneos antes del
crecimiento de los cultivos (Tourenq et al., 2001), el derretimiento de la nieve en zonas
montafiosas y/o incendios forestales. Ademas, esta mejor capacidad de monitoreo también
aumenta la probabilidad de obtener imagenes sin nubes en el mismo periodo ya sea
mensual, semestral o anual. Este aumento de la resolucién espectral y temporal, junto con
la mejora de la resolucion espacial de hasta 10 m y 20 m para las principales bandas
espectrales, brinda la oportunidad de avanzar significativamente en la capacidad de
monitorear el cambio de las coberturas de la tierra de manera rutinaria y global sin costo,
en especial en el rea de las coberturas vegetales ya que con las bandas que posee este
sensor en el borde del rojo se mejora la discriminacion entre estas coberturas (Espinosa,
2019; Houborg et al., 2015).

Las imagenes satelitales empleadas fueron extraidas de la misién Sentinel-2 de la Agencia
Espacial Europea, las cuales hacen parte del programa Copérnico que realiza monitoreo
ambiental de las coberturas de la tierra utilizando dos satélites (Sentinel 2A y 2B) (Main-
Knorn et al., 2017) que proveen imagenes con una resolucién espacial de 10, 20 y 60 m
resolucion espectral de 13 bandas (Figura 3.3), y una resolucién temporal de cinco dias
con los dos satélites (Astola et al., 2019). El primer satélite (Sentinel-2A) se lanz6 en junio
de 2015 y el segundo (Sentinel2B) en marzo de 2017 (Agencia Espacial Europea, 2018).
Lo que significa que posterior al segundo lanzamiento hay una mayor densidad temporal.
Los satélites Sentinel-2 estan equipados con un sensor multiespectral, que captura 13
bandas espectrales en las regiones del espectro electromagnético mas comunes de esta

clase de sensores como lo son las regiones del visible, NIR y SWIR (Tabla 3.1.).

Tabla 2.1. Bandas espectrales y resolucion del sensor Sentinel-2 MSI.
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Numero Rango de Ancho de Resolucién
de Banda Nombre de la Banda longitud de onda | Banda (nm) | Espacial (nm)
Bl Costero y Aerosol 443 20 60
B2 Azul (B) 490 65 10
B3 Verde (G) 560 35 10
B4 Rojo (R) 665 30 10
B5 Borde del rojo 1 705 15 20
B6 Borde del rojo 2 740 15 20
B7 Borde del rojo 3 783 20 20
B8 Infrarrojo cercano 842 115 10
B8a Infrarrojo cercano 2 865 20 20
B9 Vapor de agua 945 20 60
B10 Cirrus 1380 30 60
B11 Infrarrojo de onda 1910 % 20
corta 1
B12 Infrarrojo de onda 2190 180 20

corta 2
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Figura 2.4. Resolucion espacial frente a longitud de onda del sensor Sentinel-2 MSI.
Tomada y traducida de (European Space Agency, 2015).

Los datos de Sentinel-2 se adquirieron y preprocesaron en GEE, donde las imagenes se
proporcionan como un producto de Nivel 2A que representa la reflectancia de la parte
superior de la atmésfera (TOA). Las imagenes se proporcionan con una resolucion de 10
metros para las longitudes de onda més cortas y una resolucién de 20 o 60 metros para

longitudes de onda mas largas.

El desarrollo de multiples sensores se acomparia de nuevas formas de almacenamiento y
procesamiento de grandes volimenes de datos y por el uso de plataformas de gran
capacidad como Google Earth Engine, que es una herramienta poderosa para el
almacenamiento de grandes conjuntos de datos, pero también tiene grandes capacidades
de procesamiento, esto hace posible ejecutar el algoritmo de clasificacion en mdultiples
imagenes al mismo tiempo. Lo cual hace que al no ser necesario descargar las imagenes
y el procesamiento sea rapido y en la nube haya un ahorro en tiempo y dinero. Google
Earth Engine estd equipado con diferentes clasificadores para diferentes algoritmos de
clasificacion, la mayoria de ellos en la categoria de aprendizaje automatico, por ejemplo,
magquina de vectores de soporte (SVM), arbol de clasificacion y regresion (CART) y
bosques aleatorios (RF). Hansen et al. (2008) evidencian las capacidades de GEE para

procesar datos opticos de Landsat 8 y que al igual que Tamiminia et al., (2020) encontraron
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que el clasificador de bosques aleatorios genera buenos resultados de clasificacién con
imagenes espectrales de Landsat-8 en Google Earth Engine.



3.Metodologia

En la Figura 3-1 se presenta un resumen del protocolo metodolégico utilizado en este

estudio.
i
¥
Definicion Recopilacion de los datos
del areade y seleccion de
estudio herramientas informaticas
__i__| Andlisis de las imagenes
: satelitales
T
v
| (RN T : i :
i Revisién de o I— : _ Geqe_racmn del método _
i literatura y----——-- semiautomatico para detectar cambios
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|

Procesamiento del
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-
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Figura 3.1. Metodologia general para el desarrollo de la investigacion.
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3.1 Area de estudio

Con el fin de aplicar la metodologia ajustada para imagenes satelitales de la mision
espacial Sentinel-2 y monitorear el cambio de la cobertura de la tierra en los municipios de
Puerto Lépez y Puerto Gaitan en el departamento del Meta, a escala semidetallada, se
utilizé el area correspondiente a la subzona hidrogréfica Rio Yucao con 2441 km?, la cual,
se encuentra dentro de la zona hidrogréfica Meta de la zonificacion hidrogréfica de
Colombia &rea Orinoco del Instituto de Hidrologia, Meteorologia y estudios Ambientales
(IDEAM, 2013) y que a su vez hace parte de la posicion fisiografica “Altillanura plana” de
los municipios en mencién, delimitada por Rodriguez et al. (2013) correspondiente a las
unidades de suelo del paisaje de Altillanura plana en los municipios objeto de estudio con

pendientes menores al 7%.
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Rio Yucao

g/ M% Meta - Colombia
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Figura 3.2. Ubicacion de la zona de estudio Subzona Hidrogréfica Rio Yucao

Meta - Colombia.
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3.2 Datos

3.2.1 Seleccion de imagenes y preprocesamiento

Para la seleccién de las imagenes a preprocesar, se hizo un filtrado de las imagenes por
fecha y area de interés, posteriormente se realiz6 un filtrado por porcentaje de cobertura
de nubes menor a 10% y se genera un listado de menor a mayor, donde se selecciona la
primera imagen de la lista la cual es recortada por el area de estudio. Este proceso se
ejecutd dos veces ya que el area abarcada cubria dos escenas diferentes de la misién
Sentinel-2, las dos imagenes seleccionadas fueron unificadas en un mosaico final. Este
proceso se realiz6 para dos fechas con una diferencia de 3 afios entre estas (2019 y 2022),
las cuales fueron seleccionadas en acuerdo con el financiador del proyecto AGROSAVIA
la Libertad y teniendo en cuenta que fuera después del lanzamiento del segundo satélite
de la misién S-2 en marzo de 2017, obteniendo dos mosaicos finalmente para la zona de
estudio. Posterior mente se calcul6 el indice de Vegetacion de Diferencia Normalizada y el
indice de Vegetacién Mejorado (NDVI y EVI, por sus siglas en inglés) para el mosaico

creado.

Se calcularon 4 variables de descriptores de textura de naturaleza estadistica para cada
pixel, el primer descriptor es la desviacion estandar del NDVI usando una ventana de 5x5
pixeles, el segundo y tercer descriptor es la entropia de la banda del NIR y del indice NDVI
respectivamente, el cuarto descriptor se calcul6é con la Matriz de coocurrencia de niveles
de gris GLCM por sus siglas en inglés (gray level co-occurrence matrix) de la banda del
NIR y se extrajo el contraste. En la Tabla 3.2. se hace una descripcion general de las

texturas calculadas.

Tabla 3.1. Descripcion general de texturas calculadas.

Medida Estadistico indice o Banda .
o . Ecuacion
estadistica extraido espectral
1°" orden Desviacion estandar NDVI oij = |02
2% orden Entropia NIR Hy==Y ) bl logn(i.)
2% orden Entropia NDVI Hey == Y p(6)) 10g:0G))
2% orden Contraste NIR GLCM Hy==) =2 p(i)
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Los indices de vegetacion y los descriptores de textura calculados se afiadieron a la
imagen seleccionada como nuevas bandas, generando una nueva imagen con 19 bandas
gue se reproyectaron al sistema de referencia WGS 84 / UTM zone 17N (EPSG:32617) y
se redimensionaron a una resolucion de 20 m debido a la diferencia de resolucion espacial
entre las bandas de la misién (10m , 20m, 60m) y escogiendo 20m ya que la mayoria de
las bandas con mayor importancia estan en esta resolucion (Nomura, 2018), esta imagen

resultante fue empleada para la clasificacion.

3.3 Esquema de clasificacion

3.3.1 Definicion de clases

Se definieron 14 clases para los diferentes tipos de cobertura de la tierra identificados en

la zona, en la Tabla 3.3. se hace una descripcion general de las coberturas identificadas.

Tabla 3.2. Coberturas de la tierra clasificadas.

ID de la Tipo de L
Descripcion
clase cobertura
1 Arbustos Vegetacién arbustiva
2 Palma Cultivos de Palma de Aceite
3 Caucho Cultivos de Caucho
4 Cafia de azucar | Cultivos de Cafia de Azucar
5 Cultivos Forestal | Cultivos Forestales industriales
Zonas con suelo sin ningun tipo de cobertura 'y
6 Suelo desnudo o
suelo visible
Zonas con presencia de pastos cultivados o
7 Pastos
naturales
Zonas
8 Zonas que fueron qguemadas
guemadas
Bosque de : _ )
9 Areas con presencia de Bosque de Galeria

galeria
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Zonas con presencias de construcciones urbanas o

10 Zona urbana
industriales

1 Residuos de Zonas donde hay presencia de los restos de cafia
cosecha de cafa | una vez es cosechada

12 Cuerpos de Area constituida por un cuerpo de agua (Rios,
agua Quebradas, Lagos y lagunas)

13 Sombras Sombras de las nubes

14 Nubes Nubes

3.4 Datos de referencia

3.4.1 Fuente de datos, puntos de entrenamiento y validacion

Los datos empleados para realizar el entrenamiento y validacién del algoritmo fueron una
combinacion de puntos georreferenciados con una variable correspondiente a la cobertura,
adquiridos mediante la captura de las coordenadas en campo por el investigador, otros
adquiridos por el personal de AGROSAVIA que tiene conocimiento de la zona y a partir de
esta base de puntos con el apoyo de los investigadores ampliamente conocedores de la
zona se realizaron sesiones de identificacion y verificacién de la informacién con ayuda del
software QGIS v3.16 donde fueron revisados y seleccionados aquellos puntos que
coincidian con la cobertura actual mediante fotointerpretacion de las imagenes Sentinel-2,
PlanetScope y el mapa base del servicio web Bing Maps Aerial Imagery. Donde finalmente
se seleccionaron 700 puntos en total que fueron exportados en formato shapefile (.shp) en
archivos individuales para cada tipo de cobertura compuestos por 50 puntos cada uno y
posteriormente fueron cargados en GEE. Para el entrenamiento del algoritmo se utilizé el

80% de los puntos de manera aleatoria y el 20% restante para la validacion.

3.5 Clasificacion de las coberturas

3.5.1 Algoritmo de clasificacion

El método empleado para la clasificacion de las coberturas de la tierra fue Arboles
Aleatorios, los hiperparametros ajustados en el clasificador fueron el numero de arboles
con un valor de 90 arboles, ya que a mayor numero de arboles la tasa general de error

disminuye se decidié no exceder este numero por las limitaciones de procesamiento de la
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plataforma GEE (Nomura, 2018, Breiman, 2001, Rodriguez-Galiano, 2012) y el nimero de
variables de prediccién por nodo que se ajusté en 4 ya que una medida para ajustar este
parametro es la raiz cuadrada del nimero de variables de entrada para la clasificacion que
en este caso corresponde a la raiz cuadrada de 19 (bandas, indices y texturas).

Tabla 3.3. Resumen de hiperparametros y variables de entrada del clasificador.

N Numero de Numero de variables de | Numero de variables de
Clasificador L
Arboles prediccion por nodo entrada
Arboles
_ 90 4 19
Aleatorios

3.6 Validacion de la clasificacion

3.6.1 Matriz de confusion

En el campo de la inteligencia artificial una de las herramientas para visualizar el
desempefio de un algoritmo de clasificacion supervisada es la matriz de confusion la cual
fue calculada para medir el desempefio del algoritmo de arboles aleatorios para la
clasificacion del afio 2022 con los datos de validacion. En esta matriz las filas representan
las clases predichas por el clasificador escogido y las columnas las clases reales que son
las etiquetas que se dan a las ubicaciones de muestra aleatorias que conforman los datos

de referencia.

3.6.2 Exactitud general

La exactitud general (OA) por sus siglas en inglés Overall Accuracy, es una medida que
se deriva de la matriz de confusion que indica el porcentaje de pixeles correctamente
clasificados. Esta se calcula dividiendo la sumatoria de los puntos correctamente

clasificados por el nUmero total de puntos de validacion.

La especificidad es una métrica de desempefio utilizada en la clasificacion de imagenes
gue mide la capacidad del modelo para identificar correctamente los casos negativos. En
otras palabras, indica la proporcion de casos negativos que son correctamente clasificados

como negativos. Un valor alto de especificidad indica que el modelo tiene una baja tasa de
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falsos positivos, lo que es especialmente importante en escenarios donde la identificacion
correcta de los casos negativos es critica.

3.6.3 Precision

La precision es una métrica que evalla la exactitud de la clasificacion realizada por el
modelo. Mide la proporcién de casos positivos correctamente identificados en relacion con
el total de casos clasificados como positivos. Una alta precision indica que el modelo tiene
una baja tasa de falsos positivos, es decir, que es capaz de identificar correctamente la

mayoria de los casos positivos.

3.6.4 Sensibilidad

La sensibilidad, también conocida como tasa de verdaderos positivos o recall, es una
métrica que evallia la capacidad del modelo para identificar correctamente los casos
positivos. Mide la proporcién de casos positivos que son correctamente clasificados como
positivos en relacién con el total de casos positivos presentes en la muestra. Una alta
sensibilidad indica que el modelo tiene una baja tasa de falsos negativos y es capaz de
detectar la mayoria de los casos positivos.

3.6.5 F1-Score

El F1-Score es una métrica que combina la precision y la sensibilidad en una tnica medida.
Proporciona una evaluacion mas equilibrada del rendimiento del modelo al tener en cuenta
tanto los falsos positivos como los falsos negativos. El F1-Score es especialmente Util
cuando hay un desequilibrio en las clases de la muestra. Un valor alto de F1-Score indica
gue el modelo logra un equilibrio entre la precisién y la sensibilidad, lo que se considera

una buena medida global del desempefio de la clasificacion de imagenes.

3.7 Método de deteccidn de cambio de cobertura

Para realizar la comparacion de las clasificaciones entre las dos fechas, se empleé el
software QGIS y el complemento Semi-Automatic Classification Plugin v.7.10.8 que posee
la herramienta de postprocesamiento “Land cover change” que permite identificar los

cambios entre dos capas raster y genera una nueva capa con los cambios entre clases,
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ademas emite un reporte de las estadisticas de cambio en nimero de pixeles y area en

m?2, en conjunto con una matriz de cambio de cobertura de la tierra en m2.



4.Resultados

Los resultados se presentan en dos apartados que estan alineados a los dos objetivos
especificos, el primer apartado 4.1 correspondiente a la Metodologia propuesta para la
segmentacién del cambio de la cobertura de la tierra explicando el script generado para
gue pueda ser replicado y modificado por diferentes usuarios. El segundo apartado 4.2
muestra los resultados de aplicar el método a la zona de estudio en la subzona hidrogréfica

Rio Yucao, Meta, Colombia.

4.1 Método para la semiautomatizacion del cambio de la

cobertura de la tierra

La Figura 4.1 ilustra de forma esquematica el método propuesto para la clasificacién de
coberturas, la visualizacion y la cuantificacion de los cambios utilizando datos y software
de acceso libre. El diagrama resume los distintos procesos utilizados para determinar los
cambios ocurridos en las coberturas de la tierra en un periodo de 3 afios en la subzona

hidrogréfica Rio Yucao, Meta, Colombia, los cuales se describen en detalle a continuacion.
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Area de estudio Datos de referencia (QGIS) Datos y preprocesamiento (GEE)
CHen‘?: c:il (e L 'col;’el"tura de la tierra  ——
Departamento del CZS::?m } Preprocesamiento GEE
Meta, Colombia Cafta de aziicar Ser_“mel-z Filtrado por fecha y area
Forestales Nivel 2A Filtrado por % de cobertura de nubes
2 escenas Creacion del mosaico
Suelo desnudo
Pastos
* Zonas gquemadas
Bosque de galeria
* Arbustos Extraccion de Variables l
Residuos de cosecha de
cafia indices de Textura Re escalamiento (20m)
Cuerpos de agua vegetacion «  Sid Dev. NDVI * 12 bandas S2
- Zona urbana «  NDVI Pl . Entropia NDVI P - indices vegetales
Nubes + EVI +  Contraste GLCM - Texturas
|
Algoritmo de clasificacion (GEE) \[

Puntos entrenamiento

Arboles Aleatorios (RF) v validacion

Hiperparametros £ I 1
NPW?TD dB e 31 Puntos de Entrenamiento Puntos de Validacion
Division por variable: 4 . 80% . 20%

Clasificacién (GEE) Validacion (GEE)
Clasificacion 2022 Clasificacion 2019 Validacion
14 Coberturas + 14 Coberturas Matriz de confusion
Indice Kappa
Exactitud general

Deteccion del cambio (QGIS)
Semi-Automatic Classification Plugin (SCP)
Land Cover Change

|

Cambio 2019 - 2022

= Matriz de cambio de
cobertura de la tierra
Mapa de cambio de
cobertura de la tierra

Figura 4.1. Método semiautomatico para detectar los cambios en la cobertura de la
tierra.

4.1.1 Area de estudio

Area de estudio

Cuenca del Rio
Yucao >
Departamento del
Meta, Colombia

Figura 4.2. Metodologia propuesta para la seleccion del area de estudio.

Primero, se define el area de estudio mediante la utilizacion de la funcion
ee.FeatureCollection con un ID especifico ("users/sarubianos/SZH_R_YUCAQ"), la cual

debe ser cargada previamente en la carpeta del proyecto en la pestafa de “Assets”.

var rol = ee.FeatureCollection/(
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4.1.2 Datos de referencia

Datos de referencia (QGIS)

R Cobertura de la tierra
Palma

Caucho

Caiia de azucar
Forestales

Suelo desnudo

Pastos

Zonas quemadas
Bosque de galeria
Arbustos

Residuos de cosecha de
cafa

+ Cuerpos de agua

+« Zona urbana

*+  Nubes

Figura 4.3. Metodologia propuesta para los datos de referencia.

Segundo, se definen diversas colecciones de puntos de referencia para clases especificas,
como arbustos, bosques, cafia, etc., mediante la funcién ee.FeatureCollection. Las cuales

deben ser cargadas previamente en la carpeta del proyecto en la pestafa de “Assets”.

var arbusto = ee.FeatureCollection(
bosque = ee.FeatureCollection (
cana = ee.FeatureCollection (
caucho = ee.FeatureCollection (
agua = ee.FeatureCollection (
forestal = ee.FeatureCollection(
palma = ee.FeatureCollection (
pasto = ee.FeatureCollection (
residuos = ee.FeatureCollection (
suelo = ee.FeatureCollection(
urbano = ee.FeatureCollection (

quema = ee.FeatureCollection (

nubes = ee.FeatureCollection (
sombras = ee.FeatureCollection (
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4.1.3 Datos y preprocesamiento

Datos y preprocesamiento (GEE)

Preprocesamiento GEE
Sentinel-2 + Filtrado por fecha y érea
Nivel 2A + Filtrado por % de cobertura de nubes
2 escenas + Creacion del mosaico

Figura 4.4. Metodologia propuesta para la seleccion y preprocesamiento de las
imagenes.

Luego, se establecen pardmetros como el nombre del area, el afio, las fechas de inicio y
fin, y la semilla aleatoria. Ademas, la imagenes Sentinel-2 se llaman con la funcién
ee.ImageCollection y se filtran segln la fecha y ubicacion. Se genera un listado y gréafico
de estas imagenes filtradas en la consola que posteriormente ordenan de menor a mayor
usando como parametro ‘CLOUDY_PIXEL PERCENTAGE’ y se selecciona la primera
imagen que corresponde a la imagen con menor porcentaje de cobertura de nubes. Este
proceso se realiza dos veces (s2 y s2_r2) ya que el area que se abarca cubre dos escenas
diferentes de la misién Sentinel-2. Estas dos imagenes se recortan por la zona de estudio

predefinida y se crea un mosaico de ambas.

areaName =
year =
startDate =
endDate =

randomSeed = 0;

+ areaName + + year);

Map.addLayer (roi, {},
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var s2 = ee.ImageCollection/( )
.filterDate (startDate, endDate)
.filterBounds (roi) ;

var s2 r2 = ee.ImageCollection( )
.filterDate (startDate, endDate)
.filterBounds (roi2) ;

var list = s2.aggregate array( ) .map (function (d) { return
ee.Date (d) });
print ( ,1list);

var list2 = s2 r2.aggregate array ( ) .map (function (d) {

return ee.Date(d) });
print ( rLlist);

var getCloudScores = function (img) {
var value = ee.Image (img) .get (
return ee.Feature (null, { : value});

}i

var s2clouds = s2.map (getCloudScores);
print ( , uil.Chart.feature.byFeature (s2clouds));

var s2clouds2 = s2 r2.map(getCloudScores);
print ( , ui.Chart.feature.byFeature (s2clouds?));

var s2image = ee.ImageCollection( )
.filterDate (startDate, endDate)
.filter (ee.Filter.1lt(
.sort (
.filterBounds (roi)
.map (function (img) {
var t = img.select ([
’ ’ ’ ’ ’
1) .divide( ) ;
var out =
t.copyProperties (img) .copyProperties (img, [
return out;
})
.select ([

’

var s2image?2 = ee.ImageCollection (
.filterDate (startDate, endDate)
.filter (ee.Filter.1lt(
.sort (
.filterBounds (roi2)
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.map (function (img) {
var t = img.select ([
1) .divide ( ) ;

var out =

t.copyProperties (img) .copyProperties (img, [

return out;
})
.select ([

14

var s2leastCloudl = ee.Image (s2image.first());
var s2ROI1 = s2leastCloudl.clip(roi);
print ( ,S2leastCloudl) ;

var s2leastCloud2 = ee.Image(s2image2.first());
var s2R0OI2 s2leastCloud2.clip(roi2);
print ( ,S2leastCloud?2) ;

var s2leastCloud =
ee.ImageCollection.fromImages ([s2leastCloudl,s2leastCloud?2]) .mosaic();
var s2ROI = s2leastCloud.clip(roi);

var vizParams = {bands: [ ,

Map.addLayer (s2R0OI, vizParams,

Se deja a criterio del usuario hacer un enmascaramiento de las nubes ingresando la

siguiente parte del cddigo entre lineas “Start Cloud Masking” y “End Cloud Masking”.
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4.1.4 Extraccion de variables

Extraccion de Variables

indices de Textura Re escalamiento (20m)
vegetacion | | -+ Std.Dev. NDVI | - 12 bandas 52

NDVI + Entropia NDVI * Indices vegetales

EVI + Contraste GLCM * Texturas

l

Figura 4.5. Metodologia propuesta para la extraccion de las variables.

Aqui se calculan diversas métricas a partir de las imagenes, incluyendo el indice de

Vegetacion Normalizado (NDVI) y el indice de Vegetacién Mejorado (EVI) y 4 descriptores
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de textura (Tabla 3.2.) usando un kernel cuadrado de 5x5 pixeles. Estas métricas se
afiaden a la imagen como nuevas bandas, esta nueva imagen se reproyecta al sistema de
referencia WGS 84/UTM zone 17N (EPSG:32617) y por la diferencia entre las resoluciones
espaciales de las bandas de la mision, se redimensionan todas las bandas a una resolucién
de 10 m.

red s2ROI.select (
nir s2ROI.select (
blue = s2R0OI.select(

ndvi = nir.subtract(red) .divide (nir.add(red)) .rename (

evi = s2ROI.expression (

s2ROI.select (
s2ROI.select (
s?2ROI.select (

}) . rename ( )
var evi b5 = s2ROI.expression (

s?2ROI.select (
s2ROI.select (
s2ROI.select (

}) .rename ( )

ndviParams = {min: -1, max: , palette: [
.addLayer (ndvi, ndviParams, , true);
.addLayer (evi, ndviParams, , true);

.addLayer (evi b5, ndviParams, , true);

var texture = ndvi.reduceNeighborhood ({
reducer: ee.Reducer.stdDev (),
kernel: ee.Kernel.square (5),

1)

Map.addLayer (texture, {min: , max:

print ( , texture)

var ndvi8 =
nir.subtract (red) .divide (nir.add(red)) .rename ( ) .unitScale (-1, )
.multiply( ) .toByte () ;
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var nir8 = s2ROI.select ( ) .rename ( ) .unitScale (0,
) .multiply( ) .toByte () ;

var square = ee.Kernel.square ({radius: 1) ;

var entropy = ndvi8.entropy (square) ;

var entropy2 = nir8.entropy(square);

Map.addLayer (entropy, {min: 1, max:5},
Map.addLayer (entropy2, {min: , max:5},

var glcm = nir8.glcmTexture ({size: 1) ;
print ( ,glcm) ;

var contrast = glcm.select (

print ( , contrast);
Map.addLayer (contrast, {min:

var s2final =
ee.Image (s2R0OI) .addBands (ndvi) .addBands (texture) .addBands (entropy)

.addBands (entropy2) .addBands (contrast) .addBands (evi) .addBands (evi b5);
print ( ,s2final);

var bands = |

var s2finalWbands = s2final.select (bands);

var s2classification = s2finalWbands.reproject (ee.Projection (
.atScale (10)) .reduceResolution ({reducer:

ee.Reducer.mean () ,maxPixels: 1B
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4.1.5 Clasificacion

Algoritmo de clasificacion (GEE)
¥

Arboles Aleatorios (RF)

Hiperparametros

Puntos entrenamiento

y validacion

&

* Numero de arboles: 30
= Division por variable: 4 . 80%

Puntos de Entrenamiento

CIasiﬁcacic':n (GEE)

Clasificacion 2022
+ 14 Coberturas + 14 Cobertu

Clasificacion 2019

ras

—

¥

Puntos de Validacion

20%

Figura 4.6. Metodologia propuesta para el entrenamiento del algoritmo y la clasificacién

de las imagenes.

Posteriormente, se crean los conjuntos de datos de entrenamiento y validacion con la

funcién “.ramdomColumn” que adiciona una columna en la cual se asigna un valor aleatorio

entre 0y 1 con una distribucién uniforme para cada punto dentro de cada uno de los puntos.

Se genera la variable “split” con un valor de 0.8, usada como parametro en las funciones

“ee.Filter.lt” que selecciona los puntos con un valor menor que el definido en la variable

Split y “ee.Filter.gte” que selecciona los puntos con un valor mayor o igual. Con la funcién

“.sampleRegions” se genera la variable training en la cual se almacenan los valores

espectrales de cada una de las bandas de la imagen para los puntos que fueron

seleccionados para entrenamiento.

n = randomSeed;

randomArbustos = arbusto.randomColumn (

randomSombras = sombras.randomColumn (

randomBosque = bosque.randomColumn (

randomCana = cana.randomColumn (

randomCaucho = caucho.randomColumn (
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randomAgua a

randomForestal

randomNubes

randomPalma

randomPasto
randomResiduos
randomSuelos =

randomUrbano

randomQuema

split

var trainingSample
randomBosque.filt

.merge (randomArb

.merge

.merge (randomCan
.merge (randomCau
.merge (randomAgu
.merge (randomFor
.merge (randomNub
.merge (randomPal
.merge (randomPas
.merge (randomRes
.merge (randomSue

.merge (randomUrb

(
(
(
(
(
(
(
(
(
(
(
(

.merge (randomQue

var testingSample
.merge (randomArb

.merge (randomSombras.filter (ee.Filter.gte(

.merge (randomCan
.merge (randomCau
.merge (randomAgu
.merge (randomFor
.merge (randomNub
.merge (randomPal
.merge (randomPas
.merge (randomRes
.merge (randomSue
.merge (randomUrb

(
(
(
(
(
(
(
(
(
(
(
(

.merge (randomQue

s2c

var training
trai

[

collection:
properties:
scale:

b))

’

randomSombras.filter (ee.Filter.1lt (

gua.randomColumn ( ,

= forestal.randomColumn (
nubes.randomColumn (
palma.randomColumn (
pasto.randomColumn (

= residuos.randomColumn (
suelo.randomColumn (
urbano.randomColumn (

quema . randomColumn (

er (ee.Filter.1lt( ,
ustos.filter(ee.Filter.lt(

split))

split)))
, split)))

split)))

, split)))

split)))

, split)))
split))
split))
split))

’

a.filter (ee.Filter.1lt(
cho.filter(ee.Filter.1lt (
a.filter(ee.Filter.1lt(
estal.filter (ee.Filter.1lt(
es.filter(ee.Filter.lt (
ma.filter (ee.Filter.1lt(
to.filter(ee.Filter.lt (
iduos.filter(ee.Filter.1lt (
los.filter(ee.Filter.1lt (
ano.filter (ee.Filter.1lt(
ma.filter (ee.Filter.1lt(

)))
)
)

’

spli

’
, split)

split)
split))

’

)
)
)
t
)
)
)

randomBosque.filter (ee.Filter.gte( , split))
split)))

, split)))
split)))
¢, split)))
split)))

, split)))
split))
split)

ustos.filter (ee.Filter.gte(

’
a.filter(ee.Filter.gte(
cho.filter (ee.Filter.gte(
a.filter (ee.Filter.gte(
estal.filter(ee.Filter.gte(
es.filter(ee.Filter.gte(
ma.filter (ee.Filter.gte( )
to.filter(ee.Filter.gte( split))
split)))

)
)
iduos.filter(ee.Filter.gte(
))
)
)

’

los.filter(ee.Filter.gte( split)

14
ano.filter (ee.Filter.gte( split)

split))

)

’

14

ma.filter(ee.Filter.gte(

lassification.sampleRegions ({
ningSample,

1,
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Para el proceso de clasificacion se utiliza un clasificador de Bosque Aleatorio con el
algoritmo (“ee.Classifier.smileRandomForest”) en este algoritmo los hiperparametros se
ajustaron para el numero de arboles (numberOfTrees) con un valor de 90 arboles y el
namero de variables de prediccion por nodo (variablesPerSplit) se ajust6 a 4.

var classifier = ee.Classifier.smileRandomForest ({
numberOfTrees: ,
variablesPerSplit:
})

.train(training,

var dict = classifier.explain();
var explainTitle = + areaName +
print (explainTitle, dict);

var variable importance = ee.Feature(null,

ee.Dictionary(dict) .get ( ));

var chartTitle =
arealName;
var chart =
ui.Chart.feature.byProperty(variable importance)
.setChartType ( )
.setOptions ({
title: chartTitle,
legend: {position:
hAxis: {title:
vAxis: {title:
1)
print (chart) ;

var classified = s2classification.classify(classifier,

Se crea una paleta de colores para cada una de las coberturas clasificadas, que
posteriormente se emplea para desplegar la visualizacion de la clasificacion realizada en

conjunto con la leyenda.

var palette =]
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Map.addLayer (classified, {min: , palette: palette},
Map.centerObject (roi, )

var visualization = classified.visualize ({palette: palette, min:

)

var labels = [

1

var add legend = function(title, 1lbl, pal)
{var legend = ui.Panel ({style: {position: }}), entry;
legend.add (ui.Label ({value: title, style: { fontWeight: , fontSize:

, margin: , padding:

by
for (var x = 0; x < 1lbl.length; x++)
{entry = [ ui.Label({style:{color: pal[x], border:
, margin: }, value: }), ui.Label ({ value: labels[x]
, style: { margin: Py o1
legend.add (ui.Panel (entry, ui.Panel.Layout.Flow ( ))) i}
Map.add (legend) ;
}i

add legend( , labels, palette);
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4.1.6 Validacion

Validacion (GEE)

Validacion

+ Matriz de confusién
+ Indice Kappa

+ Exactitud general

Figura 4.7. Metodologia propuesta para la evaluacion del desempefio del clasificador.

Se evalla el desempefio del clasificador validando en primer lugar para el set de datos
utilizados en el entrenamiento, en segunda instancia, se realiza la clasificacion de los datos
de validacion y se calcula la matriz de confusion y de esta se extrae el valor de la precisién

general de la clasificaciéon y la precisién del usuario y productor.

var trainAccuracy = classifier.confusionMatrix();
print ( , trainAccuracy);
print ( , trainAccuracy.accuracy());

var validation = s2classification.sampleRegions ({
collection: testingSample,
properties: [ 1,
scale: ,

});

var validated = validation.classify(classifier);

var testAccuracy = validated.errorMatrix( ,
print ( )
print , testAccuracy);

print , testAccuracy.consumersAccuracy());

(

print ( , testAccuracy.accuracy());
(
(

print , testAccuracy.producersAccuracy());

Se realiza un ajuste del hiperparametro de numero de arboles para el clasificador de
Bosques Aleatorios, evaluando la precision del modelo para diferentes cantidades de

arboles.



Resultados

var numTreesList = ee.List.sequence (5,

var accuracies = numTreesList.map (function (numTrees) {
var classifier = ee.Classifier.smileRandomForest (numTrees)
.train ({
features: training,
classProperty: ,
inputProperties: s2classification.bandNames ()
1)
return validation
.classify(classifier)
.errorMatrix(
.accuracy () ;
});

var chartlO= ui.Chart.array.values ({
array: ee.Array(accuracies),
axis: ,
xLabels: numTreesList
}) .setOptions ({
title:
vAxis: {title: 1,
hAxis: {title: , gridlines: {count: 1}
1)
print (chartl0)

Finalmente se exportan los resultados a Google Drive, la matriz de confusién en formato

.csv y los mapas de la clasificacion realizada en formato .tif y escala de 10 m.

var exportAccuracy = ee.Feature(null, {matrix: testAccuracy.array()});
var exportAccuracyNumber = ee.Feature(null, {matrix:
testAccuracy.accuracy() });

Export.table.toDrive ({
collection: ee.FeatureCollection (exportAccuracy),
description: + +areaName + year + + randomSeed,
fileFormat:

1)

Export.image.toDrive ({
image: visualization,
description: +areaName+year+ + randomSeed,
region: roi,
crs:

scale:
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|

Export.image.toDrive ({
image: classified,

description: + areaName + year + + randomSeed,

region: roi,
crs:
scale:

1)

4.1.7 Deteccion de Cambio

Deteccion del cambio (QGIS)

Semi-Automatic Classification Plugin (SCP)
+ Land Cover Change

Cambio 2019 - 2022

+ Matriz de cambio de
cobertura de la tierra

+ Mapa de cambio de
cobertura de la tierra

Figura 4.8. Metodologia propuesta para la deteccion de cambios de cobertura de la
tierra.

Posteriormente se realiza la clasificacién de la segunda fecha que para este estudio fue
del afio 2019, utilizando el clasificador previamente entrenado, los resultados de esta
clasificacion se exportan a Google Drive. Estos dos mapas de coberturas de la tierra para
las fechas 2022 y 2019 se llevan al software QGIS donde mediante el complemento SCP
(Semi-Automatic Classification Plugin) se realiza la deteccion del cambio mediante un
analisis de tabulacién cruzada pixel por pixel con la funcién “Land cover change”. Este
procedimiento genera como resultado una matriz cruzada bidireccional que contene
diferentes combinaciones de clases de cambio "desde-hasta" con las areas en m? que

permite evidenciar los cambios entre clases (Chowdhury et al., 2020) (Figura 4.14).
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E:J Semi-Automatic Classification Plugin

Filter

0oL ¢

#f Band set Input

» P~ Basic tools
& Download products

+ [+ Preprocessing Select the reference classification classifiedMap_raster_A2018_0 - QO
» $» Band processing
> G Postprocessing (b}
&Acturaty Report unchanged pixels
[& Classification dilation
* Classification erosion
H: Classification report
H Classification to vector
Q Classification sieve
& Class signature
n Cross classification
u Edit raster
g Reclassification
#& Zonal stat raster
@ Band calc

° Batch

» ¥ Settings (R0 |
é_é User manual BATCH o RUN >
{8} Help
[7 About
# Support the SCP

Ao

Select the new classification dlassifiedMap_raster_A2022_0

Output

Figura 4.9. Uso del complemento SCP para la deteccion del cambio de la cobertura de la
tierra.

4.2 Metodologia aplicada en la zona de estudio

Lo primero que se realiz6 fue el filtrado de las imagenes por zona de interés y fecha para
el primer trimestre del afio 2022, las cuales se ordenaron por el porcentaje de cobertura
de nubes, este procedimiento se realizd a las dos escenas que abarcan toda el area de
interés seleccionando las imagenes con un porcentaje de cobertura de nubosidad de 0.14
y 3.50, de igual manera se realizd este procedimiento para la segunda fecha en el afio
2019 y seleccionando las imagenes con 8.07 y 3.31 de este porcentaje. las imagenes
seleccionadas (Tabla 4.1.) y los gréaficos generados en la consola para ilustrar las
imagenes disponibles con su porcentaje de cobertura de nubes son presentados a

continuacion (Figura 4.15.).
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Figura 4.10. Puntaje de nubosidad para las imagenes encontradas en el primer trimestre
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de los afios 2022 (a, c) y 2019 (b, d).

Tabla 4.1. Imagenes Sentinel-2 seleccionadas.

Afio Tesela Identificador de la Imagen % Cobertura
(Tile) (Granule ID) de nubes
18NZK L2A T18NZK_A034156_20220105T151705 0.1446

2022 18NYK L2A_T18NYK_A034156_20220105T151705 3.5088
18NZK L2A_T18NZK_A018855 20190131T151701 8.0781

2019 18NYK L2A_T18NYK_A010161_20190215T151703 3.3135

A nivel general visualmente las clasificaciones realizadas para el afio 2022 (Figura 4.11.)

y para el afio 2019 (Figura 4.12.) muestran coherencia en las diferentes coberturas del

estudio, sin embargo, cuando vemos a detalle las clasificaciones, se observa que hay cierta

confusion por parte del clasificador para discriminar ciertas coberturas, como por ejemplo

Caucho con Cultivos forestales y Bosque de galeria, que se puede corroborar en la matriz

de confusion (Tabla 4.2.) que para la clase de Caucho muestra una especificidad de 0.97,
precision de 0.7, Sensibilidad de 0.7 y F1-Score de 0.7, Cultivos forestales una
especificidad de 0.98, precision de 0.6, Sensibilidad de 0.38 y F1-Score de 0.46 y Bosques
de galeria una especificidad de 0.96, precisiéon de 0.38, Sensibilidad de 0.6 y F1-Score de
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0.46. De igual manera se encontré visualmente una confusion entre los bordes de las

Nubes y la clase de Zonas urbanas y a su vez una confusion entre los bordes de las

Sombras de nubes con las clases de Cuerpos de agua y Zonas quemadas, aunque estos

errores no se ven tan marcados en los valores de especificidad, precision, Sensibilidad y

F1-Score en la matriz de confusion para estas clases.
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Figura 4.11. Clasificacion de coberturas de la tierra 2022.



66  Semiautomatizacion del cambio en la cobertura de la tierra con software y datos
de libre acceso

-72.80 -72.60 -72.40 -72.20

CLASIFICACION DE
COBERTURAS DE LA
TIERRA 2019

Subzona Hidrografica Rio Yucao
Meta - Colombia

Leyenda

Coberturas de la tierra

[ Arbustos

Il Paima

[ Caucho

[ Cafia de Azicar

| Cultivos forestales

I Suelo desnudo

B Pastos

Il Zonas quemadas

Il Bosque de galeria

[ Zonas urbanas

[ Residuos de cosecha de cafia

Il Cuerpos de agua

Il Sombras de nube
Nubes

CRS: WGS 84
EPSG: 4326

0 5 10 15 km
P e —

Figura 4.12. Clasificacion de coberturas de la tierra 2019.

Para la clasificacion de coberturas de la tierra para el afio 2022 se obtuvo una precision
global de 84.13 % y un indice Kappa de 0.83 (Tabla 4-2) que segun (Landis y Koch, 1977)
corresponde a una fuerza de concordancia casi perfecta, aunque como se mencioné
anteriormente se evidencia una confusién entre algunas clases que no se ven reflejadas
en la matriz de confusion, esto se podria deber al nimero de muestras utilizados en el

conjunto de datos utilizado para la validacion.
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Tabla 4.2. Matriz de confusion para la clasificacion 2022.

0 ol
Interpretacion s . o g =ls
BlBE |8 |87 . Error de -
. » 82§ sig, 2828 Exactitud del| o icion | Especificidad |Precision| S*"SW9%d |y g core
. 8 EIEE I Usuario (%) ) Recall
R >0 claldl8aT® 4
2lE S| E|E|s|g|2|g|E|galglg|8
Mapa <|&|6|66|a & 8 a|d 8|5 8|2 |moTA
Arbustos 7 01 0 1 00 000 ©0 0 O O 5 77.78 22.22 0.95 0.58 078 067
Palma 009 100 0 0 000 ©0 0 0 O 10 50.00) 10.00 1.00 1.00 050 095
Caucho 2 0 7 000 1 000 ©0 0 0 0 10 70.00) 30.00 0.97 0.70 070 0.70
Cafia de aziicar 000 8 00 O0O0OO0OO ©0O0 00O 8 100.00 0.00 1.00 1.00 1.00 100
Cultivos Forestal 00 1 0 3 00 040 00 00 8 37.50 62.50 0.98 0.60 038 046
Suelo desnudo 00 00050000 0000 5 100.00 0.00 0.99 0.83 100 091
Pastos 000 00 1 6 000 ©0 0 0 O 7 85.71 14.29 0.97 0567 086 075
Zonas quemadas 2 00 000 2 8 00 00 0 0 12 66.67 33.33 1.00 1.00 067 0.80
Bosque de galeria 100 0 100 0 3 0 00 00 5 60.00 40.00 0.96 0.38 060 0.6
Zona urbana 00000 O0OOOO OB ©0 0 0 0 16 100.00 0.00 0.99 0.94 100/ 097
Residuos de cosechadecafia | 0 0 0 0 0 0 0 0 0 0O 4 0 0 0 4 100.00 0.00 1.00 1.00 1.00 1.00
Cuerpos de agua 00000 O0O0O0OTI1I 1 011 0 0o 13 84.62 1538 1.00 1.00 085 092
Sombras 0 0 0000 O 0 OGO ©0O0 9 0 9 100.00 0.00 1.00 1.00 1.00 1.00
Nubes 000 0 0 0 0 0O 0 0 ©0 0 010 10 100.00 0.00 1.00 1.00 1.00 1.00
TOTAL 12[ 9/ 10] 8 s[ e o] 8 8 17] 4] 11] 9] 10] 126
Precision
Global 842t
q 9.865
Kappa 0.828

Se realiz6 el ajuste hiperpardmetros para el clasificador de Bosque Aleatorio, evaluando la
precision del modelo para diferentes cantidades de arboles donde se obtuvo la mayor
precision (0.8412) con 90 arboles (Figura 4.13.).

Hyperparameter Tuning for the numberOfTrees Parameter
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Figura 4.13. Optimizacién del hiperparametro nimero de arboles para el clasificador.

En la Figura 4.14. se grafican cada una de las variables empleadas y su importancia en el
algoritmo de clasificacion, mostrando como las variables de textura e indices de vegetacion

tienen una importancia que predomina respecto a las otras variables.
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Random Forest Variable Importance for trees for SubZona_Rio_Yucao
80.0
775
75.0
725
70.0

67.5

65.0
62.5
60.0
57.5
55.0
52.
50.
475 - -

Importance

o
o

o

g‘\w“ ¢0° 6«\‘?‘* 0\@‘5 ‘o‘ﬂd o \1\,6 FEAN o B T P A
N N
\.\0 ‘.\0\1’ w /
r\‘?"

Bands

Figura 4.14. Importancia de las variables empleadas en el algoritmo de clasificacién.

En la Figura 4.15. se muestran las firmas espectrales de las coberturas clasificadas para
los afios 2022 (a) y para el afio 2019 (b), donde se puede observar que hay algunas bandas
en las que la separacion entre algunas coberturas es ajustada principalmente en las

bandas Aerosol costero (B1), Vapor de agua (B9) y Cirrus (B10).
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Spectra in Area SubZona_Rio_Yucao 2022
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Figura 4.15. Firma espectral de las coberturas para los afios 2022 (a) y 2019 (b).

En la Figura 4.16. se muestra el valor promedio de cada una de las coberturas clasificadas
para algunas de las texturas e indices calculados, donde se observa un patron similar para
clases en las que hay mayor confusion como los ejemplos anteriormente mencionados y
una mayor diferenciacion entre las clases lo cual respalda los valores de mayor importancia

en las bandas de textura.
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Figura 4.16. NDVI y texturas calculadas de las coberturas para el afio 2022 (a) y 2019 (b).

En la tabla 4.3. se muestra la matriz de cambio donde la diagonal muestra la cantidad de

hectareas que no cambid e interpretada de forma horizontal se muestra el nimero de

hectareas que cambio una clase del afio 2019 al afio 2022. Por ejemplo, la clase Arbustos

de las 29808 ha totales en el 2019 se mantuvieron 18728 y 319 pasaron a ser ocupadas

por Palma.
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Tabla 4.3. Matriz de cambio de cobertura de la tierra para la clasificacion del afio 2022.

Q
2022 <
5 @ 2 @ S
- - ) Q
S |82 8|S ° | ¥ 4
S | s |2 E > 3 o | 2 TOTAL
2 ® w ] S T o | ° =
S ) ) 2 | o T o s |[Sas| & =
@ o 5 = > o 8 @ 2 s |85| el 2| @
3 £ 3} ] = 2 S @ o - 8 = ] @
2019 2 s E|5|13/8|2|518|8|8z2/28|5 3
€< |ao| O O |0 |a | a N o | o |g5|0 | N | Z
Arbustos 18728| 319| 2322| 743 659) 15| 483 153 4044| 242| 27| 324| 853 896| 29808
Palma 150| 533 126 24| 257 0O 7 o 144 4 1| 2| 32] 35] 1312
Caucho 1897| 228| 5045 406 264 3| 140 6| 3825 30| 20| 38| 290 575| 12769
Caiia de azticar 2993| 867| 1946| 1083| 286| 31| 391| 43| 1964| 55| 111| 47| 197] 188 10200
Cultivos Forestal 82| 43| 38| 18] 495 3| 24 1| 1154 4 4| 30| 30| 39| 1965
Suelo desnudo 1184| 228 212 1896 42| 2077| 14706 1585 18| as0| 1112 102| 758| 888 25287
Pastos 23345| 539| 2021| 5416| 164 851| 28420| 5213| 264| 1274| 1153 445 1661] 1916| 72682
Zonas quemadas 7038] 85| 260 24| 66| 409| 10664| s5471| 109| 326| 226| 119| 639 Se6| 26502
Bosque de galeria 512 28] s07| 279 351 o 12 1| 25801| 45 6| 66| 746 922| 29275
Zona urbana 2394| 33| 254| 483| 18| 248| a4134| ase| 107| 571| 290| 250 219 368 9856
Residuos de cosechade cafia | 842| 222| 631| 3079| 28| 1939| se11] 202 22| 248| 3515| 98| 542| 530 17508
Cuerpos de agua 2157 4| 87| 56| 31| 16| 199 86| 305| 72| 11| 1010 111 104| 4248
Sombras 1067| 62| 216] 172] 65] 92| 649 102| 595| 39| 49| 25| 85| 134| 3353
Nubes 1200 84| 333] 253] 50| 104| gos| 138] 790 92| 112] 36| 171] 165) 4613
TOTAL 63678| 3274 13996| 14431| 2776| 5788| 66436| 13489| 39142| 3481| 6636| 2592| 6332| 7327| 509237
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5.Discusion

Dada la importancia de la deteccion del cambio de la cobertura de la tierra en los proyectos
de ordenamiento territorial del pais, el monitoreo y estudio de efectos causados por
fendmenos naturales o por el mismo hombre y la valoracion de sus posibles riesgos en
distintos estudios ambientales (Kumar, 2006; Santana & Salas, 2007), es fundamental
generar una metodologia que optimice este proceso en tiempo y recursos. En el monitoreo
del cambio de la cobertura, la clasificacion de las coberturas de la tierra y la deteccion del
cambio de estas mismas son dos procesos fundamentales y aunque se han identificado
diferentes estudios que abarcan este proceso (Wang et al., 2022), la semiautomatizacién
de una metodologia con datos y software de libre acceso e implementacién de este mismo
en Colombia es escasa (Gonzdalez-Gonzalez et al., 2022). En este contexto, este estudio
buscé semiautomatizar una metodologia para monitorear el cambio de la cobertura de la
tierray aplicarla a una zona en el departamento del Meta. Para esto se realiz6 la seleccién,
preprocesamiento y clasificacion de las imagenes Sentinel-2 en el programa GEE vy la

deteccién del cambio en el complemento SCP en el software QGIS.

En otros estudios realizados para analizar el cambio de coberturas de la tierra se han
empleado diferentes softwares para realizar la clasificacion de las coberturas. Hussain et
al. (2022) realizé un analisis del cambio de uso y cobertura de la tierra para el distrito de
Okara Punjab en Pakistan utilizando el software ERDAS imagine obteniendo buenos
resultados en sus clasificaciones al igual que reportan otros autores (Naikoo et al., 2020),
de igual manera otros investigadores realizan el procesamiento con en el programa ESRI
ArcGIS Pro (Njoku & Tenenbaum, 2022) obteniendo de igual manera buenos resultados.

Sin embargo, estos softwares son de licenciamiento y por ende aumenta los costos para
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este tipo de analisis lo que dificulta a los usuarios que quieran hacer uso de estas

herramientas.

Por otro lado, se han realizado estudios en los que también se han utilizado programas
como R-Studio (Rotich et al., 2022) el cual es de libre acceso, pero requiere que las
imagenes empleadas para la clasificacion sean descargadas y almacenadas de manera
digital, lo que incurre en un mayor tiempo al descargar las imagenes y mayor consumo de
espacio de almacenamiento. Estos mismos inconvenientes los presenta el software QGIS
con el complemento Semi-Automatic Classification Plugin (SCP) Leroux et al., 2018
(Belenok et al., 2021), ademas que los algoritmos de clasificaciéon de machine learning
como el algoritmo de RF en esta herramienta solo permite ajustar el nUmero de arboles
entre los hiperparametros del algoritmo, mientras que en la plataforma de GEE que se
empled en este estudio se ajustd el nimero de arboles y el nUmero de variables por divisién
gue permiten mejorar el desempeno del clasificador ajustado a los datos. Esta plataforma
tiene gran potencial por ser de libre acceso, tener repositorios de imagenes en linea y
hacer el procesamiento en la nube, esto hace que el usuario ahorre recursos de dinero,
tiempo y almacenamiento. Dynamic Word (Brown et al., 2022; Gao et al., 2022) sitio web
gue utiliza los recursos de GEE es de libre acceso, pero las clases de cobertura de la tierra
gue se pueden clasificar ya estan predefinidas y son muy generales, por lo que la
metodologia desarrollada en este estudio para la clasificacion de las coberturas en GEE y

permite modificar las clases aprovechando todas las ventajas anteriormente mencionadas.

Otros estudios en las que son empleadas imagenes como PlanetScope se obtuvieron
clasificaciones con una exactitud general mayor al 97% (Acharki, 2022) superando el
desempefio de las imagenes Sentinel-2 y Landsat-8 pero que por el hecho de no ser de
libre acceso agregan un costo en el andlisis, sin embargo, otros autores como Rahman et
al. (2020) reportan lo contrario con un mejor desempefio por encima del 4% para Sentinel-
2 en comparacion de Landsat-8 y PlanetScope. Asi mismo Nyamekye et al. (2021) reporta
gue el uso de las bandas en la region del Red-Edge y su mayor resolucion espectral que
poseen las imagenes Sentinel-2 generan una mejor clasificacion que Landsat-8 con el
clasificador RF (Blickensdorfer et al., 2022; Ghayour et al., 2021; Nemmaoui et al., 2018;
Sun et al., 2019).
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Chachondhia et al. 2021 han encontrado buenos resultados utilizando en conjunto
Sentinel-2 y Sentinel-1 pero el uso de imagenes de radar implica mayor procesamiento y
experticia en el procesamiento de estas imagenes que no todos los usuarios tienen por lo
gue reduce su aplicabilidad, ademas que los autores reportan que aunque los resultados
de la fusion de estas imagenes genera resultados mas realistas, al comparar la exactitud
general de las clasificaciones para el clasificador RF es mayor para las imagenes Sentinel-

2 con 92 % en comparacion de la fusion de S-1y S-2 con un 85.71 %.

En el mapeo del cambio de coberturas de la tierra varias investigaciones han resaltado el
uso del clasificador RF a partir de la deteccibn de cambios coberturas empleando
probabilidades para series temporales de imagenes, Yin et al. (2014) generé una
metodologia para intervalos de tiempo anuales utilizando datos de MODIS, otros estudios
utilizaron enfoques de clasificacion posterior basados en filtros temporales por pixel con
reglas de transicion (Clark et al., 2010), de igual manera Li et al. (2014) aplicaron un
enfoque de co-simulacion de campo aleatorio de cadena de Markov (MCRF) con datos
preclasificados. Aunque estos métodos mostraron tener un buen desempefio su empleo
requiere de series temporales y que para el presente estudio se opto por la seleccion de
una sola imagen con la menor cantidad de nubes ya que en la series temporales hacen
una composicion de las imagenes con los valores medios de los pixeles pero esto podria
enmascarar eventos especificos o perturbaciones de corta duracién como incendios que
representan un cambio para la cobertura y de importancia para entidades de planeacion y
vigilancia del territorio. Por lo que el complemento SCP es una herramienta apropiada para
realizar la deteccién del cambio, el cual emplea un analisis de tabulacién cruzada pixel por
pixel tal como lo evidencia la investigacion de Chowdhury et al., 2020, ya que este
complemento genera un mapa de cambio y matiz de cambio de las coberturas de manera

rapida.

En la clasificacién con el clasificador Random forest se obtuvo una exactitud general de
84% que con literatura (Landis y Koch, 1977) corresponde a una clasificacion aceptable
concuerda con otros autores donde se obtuvo buenos resultados con este clasificador
aunque se puede estar sobreestimando la validacion por existir posible correlaciéon
espacial en las muestras de validacion, ya que hay algunas confusiones entre clases como

caucho, cultivos forestales y bordes de bosques de galeria que es apenas entendible por
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la naturaleza de las coberturas también entre las sobras y cuerpos de agua, y bordes de
nubes y zonas urbanas. Concuerda con Slagter (2019) que también presenta ciertas
confusiones en los bores de ciertas coberturas. De igual manera Candido et al., 2021
afirma en su investigacion que a pesar del aumento en la precision general y el coeficiente
kappa, todavia existen errores entre los mapas de cobertura terrestre. Algunas clases de
cobertura terrestre tienen un desempefio deficiente (clases de tierras forestales y
arbustivas) en las métricas de precision de clasificacién (precisibn de usuarios vy
productores, y medida f). La mayor parte de este bajo rendimiento se debe a la confusion
de LightGBM entre las clases de cobertura de la tierra, como bosques y matorrales o
pastizales y tierras cultivadas. Esto conduce a una estimacion deficiente de las
probabilidades de cobertura terrestre o a una deteccidén deficiente de cambios, pixeles
inciertos o sin cambios. Estas confusiones pueden atribuirse al hecho de que los bosques
y los matorrales, asi como los pastizales y las tierras cultivadas, presentan respuestas
espectrales y temporales similares, lo que dificulta la separacion de estas clases de
cobertura terrestre (Yin et al., 2014). Esta observacion entre las clases de vegetacion
concuerda con los hallazgos de Saah et al. (2020), en el que encontraron que las clases
mixtas de bosques, huertos y plantaciones, matorrales y acuicultura produjeron las

incertidumbres mas altas de la simulacion de Montecarlo.
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6.Conclusiones

La plataforma GEE y los datos de la misién Sentinel-2 disponibles de manera gratuita, que
ofrece la capacidad de acceder a un repositorio de imagenes satelitales como las de S-2
para ser consultadas sin necesidad de ser descargadas que por su parte una tienen una
resolucion espacial y temporal relativamente alta, a su vez pueden ser procesadas en la
nube lo que hace mas eficiente este proceso, por lo tanto, brindan una oportunidad Unica
para un monitoreo de coberturas de la tierra mas preciso desde el espacio en menor tiempo
y con menores recursos. Esta investigacion tuvo como objetivo implementar un proceso
semiautoméatico para monitorear el cambio en la cobertura de la tierra con software y datos
de libre acceso. Esto se hizo clasificando los datos de Sentinel-2 en la plataforma GEE
mediante el clasificador de arboles aleatorios el rendimiento fue evaluado mediante la
exactitud general con un 94% aunque al realizar una evaluacion visual a detalle se
encontraron ciertas imprecisiones en la clasificacion de clases como caucho, cultivos

forestales y bosques de galeria.



A. Anexo: Script para el monitoreo
del cambio de la cobertura en GEE

var roi ee.FeatureCollection (
roi?2

ee.Geometry.Point ([-
roi3 =

ee.Geometry.Point ([-
roid =

ee.Geometry.Polygon (

ndviParams = { -1, .1,
arbusto = ee.FeatureCollection (
bosque =
ee.FeatureCollection (
cana = ee.FeatureCollection(
caucho = ee.FeatureCollection (
agua = ee.FeatureCollection/(
forestal = ee.FeatureCollection (
palma = ee.FeatureCollection (
pasto = ee.FeatureCollection (
residuos =
ee.FeatureCollection (
suelo = ee.FeatureCollection (
urbano = ee.FeatureCollection (
quema = ee.FeatureCollection (
nubes = ee.FeatureCollection (
sombras = ee.FeatureCollection (
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areaName

year =
startDate
endDate =
randomSeed = 0;

print ( + areaName + + year);

Map.addLayer (roi, {}, )7

var s2 = ee.ImageCollection/( )
.filterDate (startDate, endDate)
.filterBounds (roi) ;

var s2 r2 = ee.ImageCollection( )
.filterDate (startDate, endDate)
.filterBounds (roi2) ;

var list = s2.aggregate array( ) .map (function (d) {
return ee.Date(d) });
print ( ,list);

var list2 = s2 r2.aggregate array( ) .map (function (d)
{ return ee.Date(d)});
print( ,list);

var getCloudScores = function (img) {
var value = ee.Image (img) .get (
return ee.Feature (null, {

}i

var s2clouds = s2.map (getCloudScores);
print ( , ui.Chart.feature.byFeature (s2clouds))

var s2clouds2 = s2 r2.map (getCloudScores);
print ( , ui.Chart.feature.byFeature(s2clouds?));

var s2image = ee.ImageCollection ( )
.filterDate (startDate, endDate)
.filter(ee.Filter.1t(
))
.sort (
.filterBounds (roi)
.map (function (img) {
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var t = img.select ([
14 14 14 14 4
1) .divide( )
var out =
t.copyProperties (img) .copyProperties (img, [
return out;

.select ([

4 ] 4

var s2image2 = ee.ImageCollection/(
.filterDate (startDate, endDate)
.filter(ee.Filter.1t(
))
.sort (
.filterBounds (roi2)
.map (function (img) {
var t = img.select ([
4 4 4 4 4
1) .divide ( )
var out =
t.copyProperties (img) .copyProperties (img, [
return out;

.select ([
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var s2leastCloudl = ee.Image (s2image.first());
var s2ROI1 = s2leastCloudl.clip(roi);
print ( ,s2leastCloudl) ;

var s2leastCloud2 = ee.Image(s2image2.first());
var s2R0I2 = s2leastCloud2.clip(roi2);
print( ,s2leastCloud?) ;

var s2leastCloud
ee.ImageCollection.fromImages ([s2leastCloudl, s2leastCloud2]) .mosaic();
var s2ROI = s2leastCloud.clip(roi);

vizParams = {bands: | , 1, }s
.addLayer (s2R0OI, vizParams, ) ;

red = s2ROI.select(
nir = s2R0I.select (
blue = s2R0OI.select (

ndvi = nir.subtract(red) .divide (nir.add(red)) .rename (

evi = s2ROI.expression (

s2R0OI.select (
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s2R0OI.select (
s2R0OI.select (
}) . rename ( )7

var evi b5 = s2ROI.expression(

Ss2ROI.select (

Ss2ROI.select (

s2ROI.select (
}) .rename ( )

var ndviParams = {min: -1, max: , palette: [

1}s
Map.addLayer (ndvi, ndviParams, , true);
Map.addLayer (evi, ndviParams, , true);
Map.addLayer (evi b5, ndviParams, , true);

var texture = ndvi.reduceNeighborhood ({
reducer: ee.Reducer.stdDev (),
kernel: ee.Kernel.square(5),

1)

Map.addLayer (texture, {min:
print ( , texture)

var ndvi8 =
nir.subtract (red) .divide (nir.add(red)) .rename ( ) .unitScale (-
14 )
.multiply( ) .toByte () ;
var nir8 = s2ROI.select ( ) .rename ( ) .unitScale (0,
) .multiply ( ) .toByte () ;
var square = ee.Kernel.square ({radius: }) s
var entropy = ndvi8.entropy (square);
var entropy2 = nir8.entropy (square);

Map.addLayer (entropy, {min: 1, max:5},
Map.addLayer (entropy2, {min: 1, max:5},

var glcm = nir8.glcmTexture ({size: Py
print( ,glcm) ;

var contrast = glcm.select(

print ( , contrast);
Map.addLayer (contrast, {min:

var s2final =
ee.Image (s2R0OI) .addBands (ndvi) .addBands (texture) .addBands (entropy)
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.addBands (entropy?2) .addBands (contrast) .addBands (evi) .addBands (evi_Dbb);
print( ,s2final);

var bands = [

4

14 14

var s2finalWbands = s2final.select (bands);

var s2classification =

s2finalWbands.reproject (ee.Projection ( )
.atScale (10)) .reduceResolution ({reducer:

ee.Reducer.mean (), maxPixels: BN

n = randomSeed;

randomArbustos = arbusto.randomColumn (
randomSombras = sombras.randomColumn (
randomBosque = bosque.randomColumn (
randomCana = cana.randomColumn (
randomCaucho = caucho.randomColumn (
randomAgua = agua.randomColumn ( ,
randomForestal = forestal.randomColumn (
randomNubes = nubes.randomColumn (
randomPalma = palma.randomColumn (
randomPasto = pasto.randomColumn (
randomResiduos = residuos.randomColumn (
randomSuelos = suelo.randomColumn (
randomUrbano urbano.randomColumn (
randomQuema = quema.randomColumn (

split =

var trainingSample =
randomBosque.filter (ee.Filter.lte ( , split))
.merge (randomArbustos.filter(ee.Filter.1t ( , split)))

.merge
.merge
.merge

(randomSombras.filter(ee.Filter.1lt ( , split)))
(randomCana.filter (ee.Filter.1t ( , split)))
(randomCaucho.filter (ee.Filter.1t ( , split)))
.merge (randomAgua.filter (ee.Filter.1lt ( , split)))
.merge (randomForestal.filter (ee.Filter.1t ( , split)))
.merge (

.merge (

.merge (

.merge (

.merge (

randomNubes.filter (ee.Filter.1lt ( , split)))
randomPalma.filter (ee.Filter.1lt ( , split)))
randomPasto.filter (ee.Filter.1lt ( , split)))
randomResiduos.filter (ee.Filter.1lt( , split)))
randomSuelos.filter(ee.Filter.1t ( , split)))
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.merge (randomUrbano.filter (ee.Filter.1lt ( , split)))
.merge (randomQuema.filter (ee.Filter.1lt ( , split))):

var testingSample = randomBosque.filter (ee.Filter.gte( ,
.merge (randomArbustos.filter (ee.Filter.gte ( , split)))
.merge (randomSombras.filter (ee.Filter.gte( , split)))
.merge (randomCana.filter (ee.Filter.gte( , split)))
.merge (randomCaucho.filter (ee.Filter.gte( , split)))
.merge (randomAgua.filter (ee.Filter.gte ( , split)))
.merge (randomForestal.filter (ee.Filter.gte ( , split)))
.merge (randomNubes.filter (ee.Filter.gte ( split)))
.merge (randomPalma.filter (ee.Filter.gte( split)))
.merge (randomPasto.filter (ee.Filter.gte( split)))
.merge (randomResiduos.filter (ee.Filter.gte( , split)))

( ))
( ))
( )

’

.merge (randomSuelos.filter (ee.Filter.gte( , split)
.merge (randomUrbano.filter (ee.Filter.gte( , split)
.merge (randomQuema.filter (ee.Filter.gte ( split))

var training = s2classification.sampleRegions ({
collection: trainingSample,
properties: [ 1,
scale: ,

1)

var classifier = ee.Classifier.smileRandomForest ({
numberOfTrees: ,
variablesPerSplit:
)

.train(training,

var dict = classifier.explain();
var explainTitle = + areaName +
print (explainTitle, dict);

var variable importance = ee.Feature (null,
ee.Dictionary(dict) .get ( )) ;

var chartTitle =
areaName;
var chart =
ui.Chart.feature.byProperty(variable importance)
.setChartType ( )
.setOptions ({
title: chartTitle,
legend: {position: b
hAxis: {title: b,
vAxis: {title:
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1)
print (chart);

var classified =
s2classification.classify(classifier,

var palette =][

Map.addLayer (classified, {min: , palette: palette},
)
Map.centerObject (roi, ) ;

var trainAccuracy = classifier.confusionMatrix();
print( , trainAccuracy);
print ( , trainAccuracy.accuracy()):;

var validation = s2classification.sampleRegions ({
collection: testingSample,
properties: [ 1,
scale: ,

)

var validated = validation.classify(classifier);

var testAccuracy = validated.errorMatrix ( ,

print ( ) ;

print ( , testAccuracy):;

print ( , testAccuracy.accuracy());
print ( ,
testAccuracy.consumersAccuracy());
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print(
testAccuracy.producersAccuracy());

var visualization = classified.visualize ({palette: palette, min:
IED: DN

var labels = [

17

var add legend = function(title, 1lbl, pal)
{var legend = ui.Panel ({style: {position: }}), entry;
legend.add (ui.Label ({value: title, style: { fontWeight: ,
fontSize:
, margin:
padding: P
for (var x = 0; x < lbl.length; x++)
{entry = [ ui.Label ({style:{color: pal[x], border:

, margin: }, value: }), ui.Label ({ value:
labels[x]
, style: { margin: Py o1s
legend.add (ui.Panel (entry, ui.Panel.Layout.Flow (
Map.add (legend) ;
bi

add_legend ( , labels, palette);

var exportAccuracy = ee.Feature(null, {matrix: testAccuracy.array()});
var exportAccuracyNumber = ee.Feature(null, {matrix:
testAccuracy.accuracy () });

Export.table.toDrive ({
collection: ee.FeatureCollection (exportAccuracy),
description: + +areaName + year + + randomSeed,
fileFormat:

1)

Export.image.toDrive ({

image: visualization,

description: +areaName+year+
randomSeed,

region: roi,

crs:

scale:
}):
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Export.image.toDrive ({

image: classified,

description: + areaName + year +
randomSeed,

region: roi,

crs:

scale:
)

var numTreeslList ee.List.sequence (5,

var accuracies = numTreesList.map (function (numTrees) {
var classifier = ee.Classifier.smileRandomForest (numTrees)
.train ({
features: training,
classProperty: ,
inputProperties: s2classification.bandNames ()
)
return validation
.classify(classifier)
.errorMatrix(
.accuracy() ;

1)

var chartlO= ui.Chart.array.values ({
array: ee.Array(accuracies),
axis: ,
xLabels: numTreesList
}) .setOptions ({
title:
vAxis: {title: |
hAxis: {title: , gridlines:
1)
print (chartl0)

var classifiedImage = classified.select ([
var bandsl = [ ’ ’

r r r 14
var newlmage = s2classification
.select (bandsl)
.addBands (classifiedImage) ;
print ( ,newlmage) ;
var wavelengths = [
r
var options
lineWidth:
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pointSize: ,

hAxis: {title: },

vAxis: {title: },

title: + areaName + + year,
colors: [

1}
var labels2 = |

4

’ ’ 1;
var chart = ui.Chart.image.byClass (
newImage, , roi4, ee.Reducer.mean() , , labels2,
wavelengths)
.setOptions (options) .setChartType ( ) ;
print (chart);

var bands2 = [ ,

var newlmageZ2 = s2classification
.select (bands?2)
.addBands (classifiedImage) ;

var newlmage3 =
s2classification.select ( ) .addBands (classifiedImage)

7
var xaxis = |

var options2 = {
lineWidth:
pointSize:
title:
colors: [
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1}

var chart2 = ui.Chart.image.byClass (

newlImage?2, , roid4, ee.Reducer.meanf(), , labels2,
xaxis)

.setOptions (options?2);
print (chart?2);

var chart3 = ui.Chart.image.byClass (
newImage3, , roi4, ee.Reducer.mean(), , labels2,
1)
.setOptions (options?2);
print (chart3);

areaName =
year =
startDate =
endDate =
randomSeed = 0;

print( + arealName + + year);

var s2 = ee.ImageCollection/( )
.filterDate (startDate, endDate)
.filterBounds (roi) ;

var s2 r2 = ee.ImageCollection ( )
.filterDate (startDate, endDate)
.filterBounds (roi2) ;

var list = s2.aggregate array( ) .map (function(d) {
return ee.Date(d) });
print ( ,list);
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var list2 = s2 r2.aggregate array( ) .map (function (d)
{ return ee.Date(d)}):;
print ( ,list);

var getCloudScores = function (img) {
var value = ee.Image (img) .get (
return ee.Feature (null, {

}i

var s2clouds = s2.map (getCloudScores);
print ( , ul.Chart.feature.byFeature(s2clouds))

var s2clouds2 = s2 r2.map(getCloudScores);
print ( , ui.Chart.feature.byFeature (s2clouds2));

var s2image = ee.ImageCollection ( )
.filterDate (startDate, endDate)
.filter(ee.Filter.1t(
))
.sort (
.filterBounds (roi)
.map (function (img) {
var t = img.select ([
14 14 14 14 4
1) .divide ( ) ;
var out =
t.copyProperties (img) .copyProperties (img, [
return out;

var s2image2 = ee.ImageCollection/(
.filterDate (startDate, endDate)
.filter (ee.Filter.1lt(
))
.sort (
.filterBounds (roi3)
.map (function (img) {
var t =
img.select ([ p p p
, 1) .divide ( ) ;
var out =
t.copyProperties (img) .copyProperties (img, [
return out;

.select ([
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var s2leastCloudl = ee.Image(s2image.first());
var s2R0OI1 = s2leastCloudl.clip(roi);
print ( ,s2leastCloudl) ;

var s2leastCloud?2 = ee.Image(s2image2.first());
var s2R0I2 = s2leastCloud2.clip(roi);
print ( ,S2leastCloud?) ;

var s2leastCloud =
ee.ImageCollection.fromImages ([s2leastCloudl, s2leastCloud2]) .mosaic () ;

var s2ROI = s2leastCloud.clip(roi);

vizParams = {bands: [ ’ 1, )i
.addLayer (s2R0OI, vizParams, ) ;

= s2R0OI.select (
s2R0OI.select (
s2ROI.select (

nir.subtract (red) .divide (nir.add (red)) .rename (

evi = s2ROI.expression (

s2ROI.select (
s2ROI.select (
s2ROI.select (
}) . rename ( )7

var evi b5 = s2ROI.expression (

s2ROI.select (

s2ROI.select (

s2ROI.select (
}) .rename ( ) ;

var ndviParams = {min: -1, max: , palette: [

IR
Map.addLayer (ndvi, ndviParams, , false);
Map.addLayer (evi, ndviParams, , false);
Map.addLayer (evi b5, ndviParams, , false);

var texture = ndvi.reduceNeighborhood ({
reducer: ee.Reducer.stdDev (),
kernel: ee.Kernel.square(5),
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.addLayer (texture, {min:

ndvi8 =
.subtract (red) .divide (nir.add (red)) .rename ( ) .unitScale (-
)
.multiply( ) .toByte () ;
var nir8 = s2R0OI.select ( ) . rename ( ) .unitScale (0,
) .multiply( ) .toByte () ;
var square = ee.Kernel.square({radius: )
var entropy = ndvi8.entropy (square);
var entropy2 = nir8.entropy (square);

Map.addLayer (entropy, {min: 1, max:5},
Map.addLayer (entropy2, {min: 1, max:5},

var glcm = nir8.glcmTexture ({size: )
print ( +glcm);

var contrast = glcm.select(

print ( , contrast);

Map.addLayer (contrast, {min:

var s2final =

ee.Image (s2R0OI) .addBands (ndvi) .addBands (texture) .addBands (entropy)

.addBands (entropyZ2) .addBands (contrast) .addBands (evi) .addBands (evi b5) ;
print ( ,s2final);

var s2finalWbands2 = s2final.select (bands);

var s2classification2 =

s2finalWbands2.reproject (ee.Projection ( )
.atScale (10)) .reduceResolution ({reducer:

ee.Reducer.mean (), maxPixels: Py
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var classified2 =
s2classification2.classify(classifier, ) ;

Map.addLayer (classified2, {min: , palette: palette},
)7

Map.centerObject (roi, ) ;

visualization?2 = classified2.visualize({palette: palette, min:
)

Export.image.toDrive ({

image: visualization2,

description: +areaName + year +
randomSeed,

region: roi,

crs:

scale:

1)

Export.image.toDrive ({

image: classified?2,

description: +areaName + year +
randomSeed,

region: roi,

crs:

scale:
})

var classifiedImage = classified2.select ([
var bandsl = [ , ,
14 14 14 14
var newlmage = s2classification2
.select (bandsl)
.addBands (classifiedImage) ;
print ( ,newlmage) ;
var wavelengths = [ ,
14 14
var options = {
lineWidth: ,
pointSize: 2,
hAxis: {title:
vAxis: {title:
title:
colors: [
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1}s

var chart = ui.Chart.image.byClass (
newlmage, , roid, ee.Reducer.mean() , , labels,

wavelengths)
.setOptions (options) .setChartType ( ) ;
print (chart);

var bands2 = | ,

var newlmage2 = s2classification2
.select (bands?2)
.addBands (classifiedImage) ;

var newlmage3 =
s2classification2.select ( ) .addBands (classifiedImage

)7
var xaxilis = |

var options2 = {
lineWidth:
pointSize:
title:
colors: [

1}s

var chart?2 = ui.Chart.image.byClass (
newlmage2, , roid4, ee.Reducer.meanf(), , labels,

xaxis)
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.setOptions (options?2);
print (chart?2);

var chart3 = ui.Chart.image.byClass (

newlmage3, , roi4, ee.Reducer.mean|(), , labels,
1)
.setOptions (options?2);
print (chart3);
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