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Resumen

Categorizacion del riesgo de crédito para clientes del sector empresarial aplican-
do técnicas de clasificacién estadistica.

Un elemento importante en el apalancamiento de las industrias o empresas es el crédito, el
cual posibilita los planes de produccion, de inversion, la adquisicién de bienes o servicios o
simplemente el alivio de estrés financiero en las organizaciones. Esta herramienta es muy
utilizada por las instituciones financieras, las cuales cuentan con metodologias, politicas e
informaciéon importante para otorgar el crédito. Sin embargo, cuando son las empresas del
sector real las que se enfrentan a mecanismos de venta a plazo o de financiacién, no se cuen-
ta con todos los elementos para hacer operaciones de venta estratégicas y controladas, que
no solo le permitan aumentar la participacién en el mercado sino también evitar posibles
pérdidas econémicas. Con el fin de administrar mejor lo que en el argot financiero es llama-
do riesgo de crédito, se planteard para una empresa de prestacién de servicios ptiblicos que
tiene clientes del sector industrial, empresarial y comercial, una metodologia para valorar el
riesgo de crédito por medio de la aplicacion de técnicas estadisticas de clasificacién de dichos
clientes. Se analizara la aplicacién de algunos métodos estadisticos, tales como la regresién
logistica, regresion logistica multinomial, regresion logistica multinomial ordinal y maquinas
de soporte vectorial.

Para la construccion de la metodologia, se calcularon indicadores financieros, se recopild in-
formacion de morosidad interna para las empresas y se consulté informacién complementaria
de algunos atributos geograficos y modelos alternos al interior de la compania.

Se presentan herramientas importantes para la seleccién de variables, balanceo de muestras y
medidas de desempeno para los modelos aplicados. Entre los resultados fue necesario realizar
comparaciones individuales para los modelos que presentan variables dicotéomicas y los que
presentan mas de dos niveles en la etiqueta. Para la variable dicotomica Impago o Default,
se destacaron los modelos con balanceo Oversampling tanto para la regresion logistica como
para el modelo de maquinas de soporte con kernel radial. Mientras que para la variable
relacionada con la clasificacion en tres niveles del riesgo, los modelos con mejores resultados
correspondieron al modelo de maquinas de soporte con Kernel lineal o el modelo de regresion
multinomial.

Palabras clave: Riesgo de Crédito, Impago, modelos de clasificacion, matrices de tran-

cision, indicadores financieros, Probabilidad de Incumplimiento.



Abstract

Credit risk categorization for clients in the business sector using statistical clas-
sification techniques.

An important element in the leverage of industries or companies is credit, which enables
production plans, investment, the acquisition of goods or services or simply the relief of
financial stress in organizations. This tool is very used by financial institutions which have
methodologies, policies and important information to grant the credit. However, when it is
the companies of the in the real sector, those that face mechanisms of sale in installments
or financing, do not have all the elements to make strategic and controlled sales, which not
only allow you to increase market share but also avoid possible economic losses.

In order to better manage what in financial jargon is called credit risk, will be propose for
a company that provides public services that has clients from the industrial, business and
commercial sector, a methodology to value credit risk through the application of statistical
classification techniques. Will be analyzed the application of some statistical methods, such
as logistic regression, multinomial logistic regression, ordinal multinomial logistic regression,
and support machines vector.

For the construction of the methodology, financial indicators, internal payment age informa-
tion of the companies were compiled and complementary information of some geographical
attributes and alternative models within the company was consulted.

Important tools are presented for the selection of variables, sample balancing and performan-
ce measures for the applied models. Among the results, it was necessary to make individual
comparisons for the models that present dichotomous variables and those that present more
than two levels in the label. For the Default dichotomous variable, the models with Over-
sampling balancing were highlighted both for the logistic regression and for the model of
support machines with radial kernel. While for the three-level rating variable, the models
with the best results corresponded to the support machine model with linear Kernel or the
multinomial regression model.

Keywords: Credit Risk, Default, Classification models, Transition matrices, Financial
indicators, Probability of Default.
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1 Introduccion

En un ambiente competitivo, cuantificar y gestionar los diferentes tipos de riesgos es uno de
los objetivos més importantes en cualquier tipo de organizacién, puesto que permiten evitar
la posibilidad de que se pueda incurrir en algin tipo de pérdida y proponer estrategias para
lograr la sostenibilidad en el largo plazo.

[13

La gestién del riesgo “... es un método logico y sistemdtico para el establecimiento del contex-
to, identificacion, andlisis, evaluacion, tratamiento, monitoreo y comunicacion de los riesgos
asociados con cualquier actividad, funcion o proceso, de forma que posibilite que las organi-

zaciones minimicen pérdidas y maximicen oportunidades” (Linares Galvan, 2010).

Cualquiera que sea el objeto social de una empresa, uno de los riesgos importantes para
gestionar, es el riesgo de crédito, el cual ha sido abordado de forma importante por las en-
tidades financieras. Estas no solo cuentan con metodologias para cuantificarlo, sino también
con normatividad e instituciones que facilitan las politicas y pautas para gestionarlo.

Para empresas del sector real, el riesgo de crédito se origina desde la misma facturacion
de los servicios o productos que ofrece o cuando se dan alternativas de venta financiada o
de venta a plazos. Sin embargo, al comparar los avances que se tienen para administrar el
riesgo de crédito respecto al sector financiero, no se cuentan ain con mecanismos suficientes,
regulacién asociada o metodologias estandarizadas para prevenir el incumplimiento de pago.

Atin asi, las empresas del sector real !, cada vez estdn més interesadas en lograr su posiciona-
miento y crecer no solo a través sus productos y prestacién de servicios, sino también a través
de una colocacién inteligente de las ventas por medio de decisiones oportunas y estratégicas.
Evitar o administrar el riesgo de crédito, cada vez es mas usual en cualquier tipo de empresa.

Con el fin determinar el riesgo de crédito para los clientes de una empresa del sector real,
se propone una metodologia de clasificacion, en la cual se recolecte informacion clave aso-
ciada a los clientes tales como: la informacion financiera, por medio de estados financieros y
construccién de indicadores, e informacién de cartera, en la cual se pueda capturar compor-
tamiento de pago, morosidad entre otros atributos.

1Sector Real: Alli pertenecen todos los sectores econémicos, exceptuando el sector financiero y monetario.
https://enciclopedia.banrepcultural.org/index.php/Sector_real/
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2 1 Introduccién

Cuando no se cuenta con una variable respuesta que clasifique el riesgo de crédito de manera
explicita, se pueden explorar diferentes alternativas que incluyan la evaluacion de indicado-
res de conocimiento del cliente, analisis de solvencia financiera, o historial de pago interno o
externo si hay autorizaciones para obtenerlo en centrales de riesgo.

Para el caso de los empresas a analizar, se consideré una metodologia empirica de la com-
pania, en la que se clasifica el riesgo en la siguiente escala (Riesgo Bajo, Riesgo Medio y
Riesgo Alto). Verona Martel (2007), tiene en cuenta éste tipo de aplicaciones y analiza la
solvencia de una entidad por medio de la relacion entre la clasificacion de crédito y la pro-
babilidad de incumplimiento de las obligaciones derivadas de la deuda, es decir, a mayor
clasificacion de crédito, menor probabilidad de incumplimiento.

Alternativamente, cuando no hay un punto de partida apriori en la clasificacién de riesgo de
crédito para los clientes que se requieren analizar, el impago asociado al incumplimiento de
las obligaciones de pago, se constituye en una variable respuesta importante para la clasifi-
cacion del riesgo de crédito.

Para determinar la variable impago, el uso de las matrices de transicién de acuerdo con las
alturas de mora que presentan los clientes, permiten como veremos, obtener una respuesta
dicétoma con valor igual a cero, para las empresas que no presentan el comportamiento de
Impago, y de 1 para las que efectivamente si lo tienen.

Una vez contemplada la informacién de los clientes, es importante realizar los diferentes
analisis descriptivos e implementar métodos de selecciéon de variables. Para los casos en los
que la variable respuesta esté desbalanceada (ntiimero de observaciones pertenecientes a un
grupo o clase es significativamente mayor que las pertenecientes al otro grupo), se recurren
a técnicas para ajustar la distribucién de clases.

A partir de lo anterior se analizan las distintas técnicas de clasificacion. Para el presente
trabajo de profundizacién, se aplica el modelo de regresion logistica y maquinas de vectores
de soporte para la variable dicotoma Impago, y modelos de clasificaciéon multinomial, multi-
nomial ordinal y maquinas de vectores de soporte para la variable de tres niveles de riesgo.

Finalmente el uso de los indicadores tales como la exactitud, sensibilidad y especificidad sobre
datos de entrenamiento y testeo, permiten determinar la prediccién de los diferentes modelos.
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2 Marco teodrico

En el presente capitulo el lector encontrara en la Seccién 2.1, definiciones y consideraciones
importantes sobre el riesgo de crédito, teniendo en cuenta que se trata del foco de atencién
para el presente trabajo, luego en la Seccién 2.2, se presentan los modelos de regresiéon en
el cual se explorara por medio del modelo de regresion logistica, multinomial y ordinal, las
opciones de clasificacion para variables dicotémicas, de tres o mas niveles de clasificacion y
como opcién, un algoritmo de aprendizaje muy 1til en este tipo de estudios (maquinas de
vectores de soporte) . En el Capitulo 2.4 se presentan opciones sobre el tratamiento de los
datos para la seleccion de las variables predictoras y balance de las clases en la muestra;
finalmente en el Capitulo 2.5 la aplicacién de las medidas de desempeno para comprobar la
prediccion de los modelos.

2.1. Consideraciones sobre el riesgo crédito

A continuacién, se relacionaran algunas definiciones y variables importantes sobre el riesgo
de crédito (Norman, 2010):

= Impago: Evento en el que el deudor deja de realizar los pagos de sus compromisos de
deuda, lo que puede dar lugar a un evento de incumplimiento.

» Tasas de recuperacién (w): Porcentaje de recuperacién que toma valores entre 0 y
1, que se obtiene cuando hay opciones de garantia o mecanismos de cobertura de la
deuda.

» El capital expuesto (F): Corresponde al valor de la deuda, cuando se presenta el
evento de impago, el cual se define como: (1 —w)F.

» Evento de impago (D): Dado el intervalo de tiempo [0, T], o periodo de vigencias del
crédito, dicho evento esta definido como I(7 < T') = 1, el cual corresponde al momento
en el que el deudor deja de atender sus compromisos de pagos. El evento de impago
estd dado por D = I(1 < T), el cual corresponde a una probabilidad entre cero y uno.

= Morosidad de la cartera: Dependiendo del comportamiento de pago de los clientes,
de las politicas o de los referenciamientos financieros, se puede definir un punto de



2.1 Consideraciones sobre el riesgo crédito )

morosidad para determinar la existencia del incumplimiento. Por ejemplo, a partir de
los 30 dias de mora.

= Pérdida anual de cartera: Reuniendo los términos anteriores, la pérdida anual o
deterioro de la cartera, estd dada por la siguiente expresion:

L=F1-w)li(r<T). (2-1)

Reemplazando con el Impago, se obtienen las pérdidas anuales en cada periodo:

N

L= F(l-w)D;

J=1

= Riesgo de crédito: Pérdidas derivadas del potencial incumplimiento de las obligacio-
nes financieras por parte de los acreditados (Sanchez-Roger, Oliver-Alfonso, y Sanchis-
Pedregosa, 2020).

La Superintendencia Financiera de Colombia, (Superintendencia Financiera, 1995), enuncia
la siguiente definicién de “Riesgo de Crédito” en un contexto maés general: “posibilidad de
que una entidad financiera incurra en pérdidas y se disminuya el valor de sus activos, como
consecuencia de que sus deudores fallen en el cumplimiento oportuno o cumplan imperfecta-
mente los términos acordados en los contratos de crédito”.

Algunos autores han explorado desde el punto de vista de la solvencia financiera el riesgo
de crédito; entre los trabajos mas referenciados en la literatura, se encuentra el del autor
Edward Altman (1966), quien por medio de un modelo de andlisis de discriminante, y del
enfoque desarrollado por Fisher (1936), utiliza indicadores de desempeno financiero para dar
un puntaje y clasificar a las empresas.

Desde el sistema financiero, el riesgo de crédito también ha sido un elemento ampliamen-
te estudiado a raiz de crisis econémicas tales como las del 1998 y 2008, que dieron lugar
a regulaciones y politicas de gestion como Basilea I, II y II, que plantean un conjunto de
acuerdos para uniformar la regulacién bancaria entre los paises a nivel internacional (OVF,
2021). También desde el punto de vista contable, organismos como el IASB (International
Accounting Standards Board por sus siglas en inglés)(Dictionary, 2023) , han establecido un
conjunto de normas contables de aplicacién internacional (NIC 39 y NIIF 9 - instrumentos
financieros), que han venido evolucionando para brindar pautas para revelar en los estados
financieros el deterioro de la cartera y exigiendo requisitos para registrar de forma fidedigna,
los ingresos reales de las empresas. Esto exige cada vez més a todo tipo de empresas incluidas
las del sector financiero, real, comercial o manufacturero, que cuenten con herramientas para
identificar el riesgo de crédito de manera fiable, a fin de que se puedan tomar decisiones
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controladas y estrategias de gestién preventivas.

Como un componente importante en el riesgo de crédito, es necesario determinar la presencia
del evento de Impago. Para esto, no es suficiente con la identificaciéon de un incumplimiento
en un periodo determinado, se requiere que haya consistencia histérica en este tipo de sucesos
para varios periodos de mora. Por esta razén, autores como Trueck y Rachev (2009), sugieren
el uso de la aplicacion de cadenas de Markov mediante matrices de transicién, las cuales son
utiles para encontrar los periodos o puntos de mora que dan lugar a la presencia del Impago
en la carteras.

2.2. Modelos de regresion

La regresion logistica, es uno de los métodos de clasificacion mas utilizados entre las técnicas
estadisticas supervisadas; ésta permite predecir el resultado de una variable categérica en
funcién de sus variables predictoras, las cuales pueden ser continuas o categoricas.

Existen tres tipos bésicos de regresion logistica (Blissett, 2017):

= Regresion logistica binomial: En ésta regresion solo existen dos tipos de predic-
cién de acuerdo con la variable respuesta. Para éste caso de aplicacion, se calcula la
probabilidad de que las empresas entren en Impago dado un perfil correspondiente,
asociando éste evento, con un conjunto de variables predictoras. Con Y = 1, se detecta
la presencia de Impago y con Con Y = 0, la ausencia de Impago.

= Regresion logistica multinomial: Con esta opcién podemos encontrar la prediccion
cuando hay méas de dos niveles en la variable respuesta.

= Regresion logistica ordinal: Permite encontrar la predicciéon para una variable res-
puesta de mas de dos niveles, pero en éste caso se considera el orden de sus diferentes
escalas.

2.2.1. Regresién logistica binomial

La regresion logistica binomial teniendo en cuenta el uso de multiples predictores X1, X5, X3, ...

es una extension de la regresion lineal simple en el cual se predice una variable respuesta de
cardcter binario Y (James et al., 2013). Se define de la siguiente manera:

650+51X1+51X1+52X2+---+5pxp

T 1 ePotBIX B X1 B Xat By Xy (2-2)

donde By, B, .., Bp, son los pardmetros del modelo.
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Luego de estimar sus parametros por medio del método de maxima verosimilitud, obtenemos
la razén de posibilidades del suceso:

Y

_ Bo+B1X1+B2Xo++BpXp
=e . 2-3
Ty (2-3)

La expresion (2-3), puede tomar valores entre cero e infinito. Los valores de la razdn de
posibilidades cercanos a cero y a infinito, significan probabilidades de incumplimiento muy
bajas y muy altas respectivamente.

Como se aprecia en la Figura (2-1), cuando nos encontramos con valores de probabilidad
superiores a 0,5 para la variable respuesta, el evento se clasificara con el valor de 1, pero si en
el caso contrario la probabilidad es inferior a 0,5, el evento se clasificard como no presencia
del mismo.

Funcion logistica

1.00
*

075 P(x) 0,5
0.25- :P(x) Y

0.00- '

Probabilidad acumulada

Figura 2-1: Funcién logistica. Fuente (Arias, 2011).

Método de estimacion

La intuicion basica detras del uso del método de maxima verosimilitud para ajustar el modelo
de regresién logistica, es estimar cada uno de los coeficientes By, 51, . .., B,, de forma que la
probabilidad para cada individuo sea la maxima en (2-4). En otras palabras, encontrar los
pardmetros que en (2-4), arrojen nimeros cercanos a uno para los individuos que pertenecen
al evento observado y a un nimero cercano a cero, para los individuos que no pertenecen al
evento (James et al., 2013).

(Bo, Brr-- . B) = [ pXT.....X0) T] @ —p(XT.....X))). (2-4)

iy =1 3:y;=0
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2.2.2. Regresion logistica multinomial

La regresion logistica multinomial, fue introducida por Hosmer, Jovanovic, y Lemeshow
(1989), como una extensién de la regresién logistica binomial. Predice el modelo, cuando la
variable respuesta tiene més de dos niveles (politémica), o categorias mutuamente excluyen-
tes que forman una clase.

Bajo el supuesto de que cada uno de los n ensayos de la variable respuesta sean indepen-
dientes e idénticamente distribuidas, se puede obtener como resultado cualquiera de las ¢
categorias. Si el ensayo tiene un resultado en la categoria j, el resultado serd y;; = 1, de lo
contrario el resultado serd y;; = 0, de modo que y; = (Yi1, Yiz, - - -, Yic) |, TEpresenta ensayos
multinomiales, con »  m; = 1, donde:

ePotA1X1+B1 X1+B2 Xo+..+Bp Xy

m=Y = (2-5)

1 4+ ePotPrXi+BiXi+faXo+. +Bp Xy

Sea n; = >, y;;, el numero de ensayos en la categoria j, (ni,ns,,...,n.), los recuentos con
distribuciéon multinomial y sea m; = P(Y;; = 1), las probabilidades en cada categorfa j. La
funcién masa de probabilidad de la distribucién multinomial estara dada por la siguiente
expresién (Agresti, 2003):

p(ni,na, ..., Ne_1) = (L> Ty e, (2-6)

niyng! - - n.!

Dado }_;n; = n, este corresponde a un espacio ¢—1 dimensional con ne = n—(n1+---+n1),
la distribucién binomial es el caso especial cuando ¢ = 2.

Para la estimacion de los parametros, primero se obtiene las estimaciones de 7, donde la
funcion masa de probabilidad de la distribucion multinomial es proporcional a:

H w7, (2-7)

donde para todo m; > 0y >, m; = 1. El estimador de médxima verosimilitud (ML), corres-
ponde a las probabilidades 7;, que maximizan (2-7).

La funcién de maxima verosimilitud multinomial esta dada por:

L(r) = 3 n; log(m). (2-8)

Simplificando se obtiene:
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Para calcular el riesgo relativo, un valor de m; — 7y puede tener mayor importancia cuando
ambos 7;, son cercanos a cero o a uno, que en el caso contrario.

El riesgo relativo esta dado por ;r—; que puede ser cualquier nimero real no negativo. Un riesgo
relativo de 1, corresponde a independencia. La razon de posibilidades, para una probabilidad
de éxito 7, esta dado por:

(2-10)

Dichas probabilidades son no negativas, con €2 > 1, cuando es mas probable el éxito que el
fracaso.

2.2.3. Regresion logistica ordinal

Cuando el objetivo es establecer una clasificacion de la variable categérica de forma ordinal,
se utilizan los modelos logits acumulados. La probabilidad acumulada de una variable Y,
es la probabilidad de que Y, sea menor que un determinado valor j, de modo que para cada
categoria j, se define el logit acumulado de la siguiente manera (Agresti, 2003):

P(Y <jlz)=m(x)+ - +m(x), con j=1,...,J (2-11)
Las probabilidades acumuladas, reflejan el orden de las categorias:
PY<1)<P(Y <2) << PY <J)=1. (2-12)

La funcién logistica acumulada esta definida como:

logit[P(Y < jlz)] = log (1 f(py(f i%)

zlog( m(x)+ -+ m(x) )

T=m@) = - @)

(2-13)

con j = 1,...,J. Cada logit acumulado utiliza todas las categorias de la respuesta J. El
indicador de razén de posibilidades para el logit[P(Y < j|x)], utilizando simultdneamente
todos los logits acumulados (J — 1), se representa de la siguiente manera:

logit[P(Y <jlz)]=a; + 8"z, con j=1,...,J—1. (2-14)

Cada logit acumulado tiene su propia intercepcién. El término «, es creciente en j, porque
P(Y < jlz) aumenta en j para un x dado y porque el logit es una funcién creciente de
P(Y < jlu).
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Aqui el modelo asume los mismos efectos para cada logit. La Figura (2-2), presenta para
un J = 4, la curva logistica con el mismo efecto para cada una de las tres probabilidades
acumuladas en las 4 categorias de respuesta:

P(Y <j)

0 X

Figura 2-2: Probabilidades acumuladas: Regresion ordinal. Fuente (Agresti, 2003).

La funcién de verosimilitud para la estimacién de los parametros en el caso de una regresién
logistica ordinal es la siguiente (Agresti, 2003):

[P(Y§j|1’i)P(Y§j1|xi)}

B
—
zb
2
&
=
N
I
s
——
zm

_ ﬁ H [ exp(a; + BT X;) ~exp(ay_1 + BTX;) r”
o L1 +exp(a; +87X;) 1+ exp(aj—1 + BTX5) '
2.3. MaAquinas de vectores de soporte

Otra de las técnicas matematicas que se estudiaron para la aplicacién del objeto de estudio
en la propuesta de trabajo de grado, es el conjunto de algoritmos de aprendizaje supervisado
llamado: maquinas de vector de soporte, desarrollado por Vapnik, Golowich, Smola, et al.
(1997), muy utilizado también en problemas de clasificacién.

Partiendo de un conjunto de datos de entrenamiento que corresponden a una segmentacion
de la base de datos para la elaboracién del modelo, es posible etiquetar las clases y predecir a
cual corresponde la muestra nueva. El objetivo es separar las muestras lo més amplio posible
dentro de un hiperplano o conjunto de hiperplanos en un espacio de dimensionalidad, defini-
do como el vector entre los puntos de las clases existentes mas cercanas a las que se les llama
vectores de soporte. Al exponer las muestras en dicho modelo en funcién de los espacios a
los que pertenezcan pueden ser clasificadas de una u otra clase. Una buena separacion entre
las clases, permitira la clasificacion idonea.
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2.3.1. Clasificacion usando la separacion por medio de hiperplano

En un espacio p—dimensional, un hiperplano se define como un subespacio plano y afin
de dimensiones p—1. Por ejemplo, en un espacio de dos dimensiones, el hiperplano es un
subespacio de dimensién uno, es decir, una recta. En un espacio tridimensional, un hiper-
plano es un subespacio de dimension dos, es decir un plano. Para dimensiones p > 3 no
es posible visualizar un hiperplano, pero el concepto de subespacio con p—1 tiene el mismo
entendimiento (Rodrigo, 2017).

Considerando los pardmetros [y, 81,..., 8, y en el caso en el que se cumple la igualdad
X = (X1, Xs,...,X,), es decir son puntos del hiperplano, la ecuacién generalizada a p—
dimensiones es la siguiente:

Bo + Brxy + Bowa + - -+ + Bpa, = 0. (2-15)

Cuando los puntos X, Xy, ..., X, no caen exactamente al interior del hiperplano, la anterior
ecuacién se representard con el signo “>" 6 “<”. Es decir, a un lado o al otro del hiperplano.

Las méaquina de soporte vectorial (SVM de sus siglas en en inglés) es una extension del
clasificador de vectores de soporte, que resulta de ampliar el espacio de caracteristicas de
una manera especifica, utilizando kernels. Los limites de separacién lineales generados en el
espacio aumentado se convierten en limites de separacion no lineales al proyectarlos en el
espacio original.

La generalizacién de los kernel se obtiene con el producto interno de dos observaciones x; y
z; de la forma:

K(zi, zy), (2-16)

donde K es la funciéon correspondiente al kernel, que identifica el tipo de separacién de las
observaciones. Existen diferentes tipos de kernel que se resumiran a continuacion.

2.3.2. Kernel lineal

El clasificador para un vector de soporte con kernel lineal esta representado por:
f(z) :50+Z%'< T, i), (2-17)
i=1

donde hay n pardmetros por cada una por observaciones de entrenamiento: ay, 2 = 1,...,n

. Para la estimacién de los parametros «; y [y, se requiere en (Z), productos internos entre
. . ! ., . ’

los pares de observaciones de entrenamiento (z,z;). La ecuacién (2-17), brinda el nimero
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de pares entre un conjunto de entrenamiento. Para los casos en que «; es diferente de cero,
se obtiene los vectores de soporte para la solucion:

p
K(ﬂfi, ZL‘Z'/) = Z TijTirj. (2—18)
j=1

El kernel lineal, cuantifica la similitud de un par de observaciones utilizando la correlacién
de Pearson (estdndar).

La Figura (2-3), corresponde al clasificador de maquinas de vectores de soporte (SVM) con
kernel lineal. Como se observa, existen dos clases de observaciones en las cuales se trata de
establecer un hiperplano que las separe de la mejor manera posible, para el conjunto de los
datos de entrenamiento. Sin embargo al observar la separacion que hace el hiperplano, se
detalla que no separa muy bien las clases, puesto que no se alcanza a observar para todas
ellas una distancia importante entre las lineas discontinuas, y muchas de la misma clase
aparecen a lado y lado del hiperplano.
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Figura 2-3: SVM kernel lineal. Fuente (James et al., 2013).

2.3.3. Kernel polinémico

De la expresién anterior, se puede reemplazar Z§:1 x;; Ty;, con la siguiente férmula:

d
p
K(ZL‘Z‘,Z'Z‘/) = 1+ inj,xi/j . (2—19)
j=1
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Esto se conoce como nicleo polinomial de grado d, donde d es un nimero entero positivo.
El uso de un niticleo de este tipo con d > 1, en el algoritmo del clasificador de vectores de
soporte, conduce a una forma mas flexible, del limite de decision. Es decir, se ajusta un vector
de soporte, a un clasificador en un espacio de mayor dimensién que involucra polinomios de
grado d, en lugar de en el espacio de caracteristicas original.

En la Figura (2-4), se generan diferentes limites de decisién de cardcter no lineal. Cuando el
parametro d aumenta, se expanden los limites no lineales. Para éste kernel se observa, que
si dicho parametro d aumenta o los limites se prolongan demasiado, ya no se encuentra una
separacién idonea para las clases, presentandose asi problemas de sobreajuste.

Figura 2-4: SVM kernel polinémico. Fuente (James et al., 2013).

2.3.4. Kernel radial

En éste caso cualquier kernel, es capaz de capturar el limite de decisién. Toma la siguiente
expresion:

p
K([EZ‘, Ii/) = exXp - Z(ZE” — xi/j)2 s (2—20)
j=1
donde v, es una constante positiva.
En términos de una distancia euclidiana, lo que esta dentro de la sumatoria en la expresion

(2-20), puede traer valores significativamente grandes y al aplicar el exponencial al parame-
tro negativo 7, el resultado se traducira en una distancia lo suficientemente pequena. Para
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el caso del kernel radial, v es el parametro encargado de controlar la separacién. Al observar
la Figura (2-5), los puntos violetas rodeados por el hiperplano, identifican una separacién
ideal del resto de las observaciones de color azul.

Sin embargo en este caso, pueden encontrarse diferentes kernels para los cuales se requiere
explorar por medio de validacién cruzada, diferentes opciones de hiperparametros que den
lugar al valor 6ptimo. El kernel radial tiene un comportamiento muy local, ya que las ob-
servaciones de entrenamiento cercanas inciden bastante bien en la etiqueta de clase de una
observacion de prueba (James et al., 2013).

Existen diferentes posibles kernels en el proceso, y para encontrar el valor é6ptimo del hiper-
parametro, se requiere aplicar validacién cruzada. El kernel radial tiene un comportamiento
muy local, ya que las observaciones de entrenamiento cercanas, inciden bastante bien en la
etiqueta de clase de una observacion de prueba.

-2

Figura 2-5: SVM Kernel radial. Fuente (James et al., 2013).

2.4. Tratamiento para base de datos

Teniendo en cuenta como veremos en la exploracion de los datos, la proporcion en la variable
respuesta con mas individuos enmarcados con una etiqueta que en otra, requerira el uso de
técnicas para balancear la muestra objetivo. En esta seccion se describird algunos métodos
usados para la seleccion de variables, al igual que opciones de muestreo para nivelar las
observaciones en las clases dicotémicas.
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2.4.1. Métodos de seleccion de variables

Permiten seleccionar de un conjunto de variables regresoras, aquellas que son mas relevantes
para explicar la variabilidad de la variable respuesta. Para el presente trabajo de aplicacién
se utilizaron las siguientes:

» Mejor Subconjunto: En el cual se realizan diferentes iteraciones para encontrar los
mejores subconjuntos de modelos para una, dos, tres o mas variables (incluyendo el
intercepto). De acuerdo con la dimensionalidad de la base de datos, podriamos definir
un k determinado de variables para realizar el proceso iterativo. Para dicho algoritmo
se utilizé la funcién del lenguaje Rstudio “regsubsets” del paquete “leaps”(Lumley,
2020).

» Seleccion hacia adelante: Algoritmo que va agregando variable por variable de manera
secuencial del conjunto total de variables, iniciando con las que mayor correlacién
tenga con la variable respuesta, hasta identificar aquellas que efectivamente aportan o
ponderan mas en el modelo. Al igual que el anterior, se utiliza la funcién “regsubsets”
con el método “forward”.

n Seleccion hacia atrds: Considera inicialmente todas las variables y van descartando las
variables que menos aportan al modelo en relacién con la variable respuesta. Para este
caso se utiliza también la funcion “regsubsets”, pero esta vez con el método “backward”.

Con el fin de determinar cuales es el conjunto de variables que més se ajustan a la variable
respuesta, se utilizan las siguientes medidas de sobreajuste, eligiendo graficamente aquellas
que menor valor de Cp, AIC y BIC presentan, o para el caso del R?;,;q4,, €1 menor valor de
ésta medida.

Para un modelo con d variables regresoras:

1 N
I 2 _
Cp=~ (SSm +2do ) , (2-21)
1 .
AlIC = — (SSRES + 2d02) , (2—22)
no?
R?ﬁljustado =1- ”& . (2—23)
n—1

De manera complementaria, el andlisis de varianza ANOVA permite validar la seleccion. Alli
se utiliza el estadistico de prueba F', iniciando con un modelo reducido e incorporando poco
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a poco las variables en modelos mas complejos. La hipotesis nula para este caso, sera que el
modelo final es suficiente para explicar los datos, versus la hipdtesis alternativa que sugiere
que un modelo saturado o complejo, no aportara al modelo (James et al., 2013).

2.4.2. Alternativas para datos desbalanceados

Un conjunto de datos o muestras de datos desbalanceados, se presenta cuando un nimero
de observaciones correspondientes a un conjunto o clase, es muchisimo mayor que el resto de
las demads clases. Lo anterior puede representar problemas de sobreajuste, cuando los mo-
delos que se apliquen den como resultados una predicciéon para la clase que mas represente
informacion.

Para solucionar el desbalance, se puede optar por completar la muestra, de tal manera que
se obtenga un mayor aporte para la clase minoritaria. Sin embargo, lo anterior no siempre
es viable en ciertos eventos en los que la distribucién de la muestra, no evidencia una mejora
en el balance.

Como alternativa al desbalance en los datos, se han utilizado herramientas de remuestreo
del conjunto de datos, en el que se equilibre la informaciéon tomando més datos de la clase
minoritaria o disminuyendo las muestras de la clase mayoritaria para obtener asi un equilibrio
en las clases.

2.4.3. Submuestreo

Modifica la distribucion del conjunto de datos, disminuyendo el nimero de muestras de
la clase mayoritaria. Tiene como desventaja que puede eliminar muestras potencialmente
importantes en los modelos de clasificacion. Se recomienda en los casos en los que el conjunto
de datos es de gran tamano reduciendo la muestra y por ende, mejorando el tiempo de
procesamiento, ver Figura (2-6).

SUB- MUESTREO
Eliminacién de
ohservaciones de la

clase mayoritaria

Dataset - Final
Dataset - Original

Figura 2-6: Submuestreo, basada en (Gonzalez, 2019).
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2.4.4. Sobremuestreo

Modifica la distribucion del conjunto de datos, aumentando el niimero de muestras de la
clase minoritaria. Tiene como desventaja que pueden crearse muestras que no necesariamen-
te provengan de la distribucién original, generando asi distorsién, también puede generar
sobreajuste o problemas de procesamiento durante el proceso de clasificacion, ver Figura

(2-7).

SOBRE-
MUESTREO
Agregacién de
observaciones de
la clase
mayoritaria

“ ~

Dataset - Original Dataset - Final

Figura 2-7: Sobremuestreo, basada en (Gonzalez, 2019).

Otros Algoritmos utilizados son los algoritmos Hibridos, que consisten en combinar ambas
técnicas, ver (Hadad, Evin, y Drozdowicz, 2009).

2.5. Evaluacion de los modelos de clasificacion

Teniendo en cuenta que los modelos que se exploran corresponden a modelos de clasificacion,
las indicadores de desempeno para comparar los resultados se dan a través de las medidas
de exactitud, sensibilidad y especificidad.

Para analizar el poder discriminatorio de los modelos que se aplicardn, la curva ROC (acréni-
mo de Receiver Operating Characteristic), se usa como una representacion gréfica de la sen-
sibilidad frente a la especificidad para un sistema clasificador. Es una herramienta muy util,
puesto que ayudara a evaluar las observaciones que representan el caso positivo, versus los
que no lo presentan.

La Figura (2-8), muestra que no se puede observar una separacién clara en ambas distribu-
ciones (clase positiva y clase negativa). Ambas distribuciones se traslapan y como se observa
en el medio, hay un punto C' que corresponde al umbral o punto de corte ideal de clasificacién.
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Clase Clase
. Negati i
FrecuenCIa egativa Positiva
(N) (v)
r 3 _ = VN - Verdaderos Negativos
Falsos (N) | FN - Falsos Negativos
Distribucién p.ara Verdaderas (V) EN vp FP - Falsos Positivos_ .
la clase negativa VP - Verdaderos Positivos
: Distribucién para
1 la clase positiva
. Puntaje
Maximizar limite = >

Figura 2-8: Distribucion de clases, basada en (Moreno Valencia, 2012).

La Figura (2-9), presenta la curva ROC que se construye a través de una matriz con tablas
frecuencias. Las predicciones dependen de un umbral C' y en el caso que la probabilidad
supere dicho umbral se clasifica en la categoria de la clase observada, asignandole el valor de
1.

— Modelo ideal
1|01

~1(1,1)

Sensibilidad
X
Ooé/c
>
(-
o)
(@]
(@]

(1,0)

0 Espeficidad 1

=)
2

]

Figura 2-9: Curva ROC, basada en (Moreno Valencia, 2012).

En la esquina superior izquierda de la Figura (2-9), el arreglo (0,1) representa el método
ideal de prediccién, con un 100 % de la sensibilidad y un 100 % de especificidad (ningtin falso
positivo). Por el contrario, una clasificacién totalmente aleatoria, darfa un punto a lo largo
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de la linea diagonal comprendida desde el punto (0,0) hasta (1,1), e indicaria que el modelo
no tendria poder discriminatorio. Es ideal que el area bajo la curva ROC (AUC), sea lo més
amplia posible para acercarnos a un umbral o punto de corte en el que se pronostique bien
al individuo que representa la clase positiva, cuando realmente se presentd, y aquellas que
pertenecen a la clase negativa, cuando efectivamente lo son. Por lo tanto, entre mayor sea el
valor del AUC, mejor sera el prondstico del modelo. Un valor cercano al 0,5 (50 % del area
total) serd un valor no recomendado.

2.5.1. Clasificacion binaria

Considerando la variable respuesta de tipo Binario. Impago (1) y no Impago (0), la matriz
de confusién como se presenta en la Tabla (2-1):

Tabla 2-1: Matriz de confusién de 2 x 2.

Clase Actual Prediccién Modelo

Negativos (0) Positivos (1)
Negativos (0) | Verdaderos Negativos (VN)
Positivos (1) Verdaderos Positivos (VP)

donde,
= VP - Si el caso es positivo y se clasifica positivo se dice positivo cierto.
= FIN - Si el caso es positivo y se clasifica negativo se dice falso negativo.
= VN - Si el caso es negativo y se clasifica negativo se dice negativo cierto.

= FP- Si el caso es negativo y se clasifica positivo se dice falso positivo.

2.5.2. Medidas clasificacion binaria

» Exactitud: Es la capacidad que tiene el modelo de clasificar la clase positiva y la clase
negativa. Se formula de la siguiente manera:

. VP+VN
Exactitud = VPIVPLFPIEN (2-24)

» Sensibilidad: Corresponde a la proporciéon de verdaderos positivos. Es decir la capa-
cidad de identificar los casos positivos en el caso de que si se presenten:

- VP
Sensibilidad = VPLEN (2-25)
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» Especificidad: Es la capacidad que tiene el modelo de identificar la clase negativa,
cuando realmente se den. Es decir de identificar los Verdaderos negativos (VN):

VN

VNLVP (2-26)

Espeficidad =

= Exactitud equilibrada: Es una medida alterna 1til, cuando las clases estan desba-
lanceadas (Statistical Odds & Ends, 2020).

Sesnsibilidad + Exactitud

5 (2-27)

Sensibilidad =

2.5.3. Medidas clasificacion multiclase

Aplica para una clasificacién multiclase ejemplo (A, B y C), 3 x 3, Tabla (2-2).

Tabla 2-2: Matriz de confusién de 3 x 3.

Pred.Modelo Clase Actual
CLASE (A) | CLASE (B) | CLASE (C)
CLASE (A) V Py Ega Ecy
CLASE (B) Eip V Py Ecp
CLASE (C) Eac Esc V Po
TA TB TC

Con el fin de explicar las medidas multiclases, por facilidad, se ilustrard con las escalas A,
By C. En la Tabla (2-2), cada componente de la matrix, se describe asf:

Elementos de la diagonal:

s VP, - Nimero de muestras positivas verdaderas en la clase A. Es decir, nimero de
muestras que se clasificaron correctamente de la muestra A.

» VPg - Numero de muestras positivas verdaderas en la clase B. Es decir, niimero de
muestras que se clasificaron correctamente de la muestra B.

= VP - Nimero de muestras positivas verdaderas en la clase C. Es decir, nimero de
muestras que se clasificaron correctamente de la muestra C.

Elementos por fuera de la diagonal:
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E B4 - Muestras de la clase A, que se clasificaron de manera errénea en la clase B.

EC 4 - Muestras de la clase A, que se clasificaron de manera errénea en la clase C.

EAp - Muestras de la clase B, que se clasificaron de manera errénea en la clase A.

ECp - Muestras de la clase B, que se clasificaron de manera errénea en la clase C.

EAc - Muestras de la clase C, que se clasificaron de manera errénea en la clase A.

EB¢s - Muestras de la clase C, que se clasificaron de manera errénea en la clase B.

Definiciones importantes para las medidas de clasificacion.

Falsos Negativos:

= FFN4 - Falso negativo de la clase A: Se calculara FNA = FAB + FAC. Esto
quiere decir que es la suma de todas las muestras de la clase A, que se clasificaron
incorrectamente como B o C.

» 'Np - Falso negativo de la clase B: Se calcularda FNB = EBA + EBC. Esto
quiere decir que es la suma de todas las muestras de la clase B, que se clasificaron
incorrectamente como A o C.

s 'N¢ - Falso negativo de la clase C: Se calculara FNC = ECA + ECB. Esto
quiere decir que es la suma de todas las muestras de la clase C, que se clasificaron
incorrectamente como B o C.

Falsos positivos:

s P, - Falso negativo de la clase A: FP, = EBA + ECA. Esto quiere decir que
es la suma de todas las muestras de la clase A, que se clasificaron correctamente como
Bo C.

= 'Pg - Falso negativo de la clase B: FPg = FAB + ECB. Esto quiere decir que
es la suma de todas las muestras de la clase B, que se clasificaron correctamente como
Ao C.

» [Py - Falso negativo de la clase C: FP, = FAC + EBC. Esto quiere decir que
es la suma de todas las muestras de la clase A, que se clasificaron correctamente como

BoC.
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Es decir, que para cualquier Falso Negativo, la clase que se encuentra en una columna, se
calcula sumando los errores de dicha clase.

En el caso de los Falsos Positivos, para cualquier predicha que se encuentre en la fila repre-
senta la suma de todos los errores en esa fila.

Con una matriz con dimensiones m X m, hay m correctas clasificaciones y M2 — m posibles
errores.

= VN, - Verdaderos negativos clase A: Se calcula como VN, = VPg + ECp +
EBc+VP,).

= VN - Verdaderos negativos clase B: Se calcula como VN = VP4 + ECy +
EAc+ VFPo.

= V' No - Verdaderos negativos clase C: Se calcula como VNgs = VPy + EBy +
EAp +VPg.

Totalidad Clases, Se obtiene sumando todos los componentes de la matriz o de las clases

TA+TB+TC.

2.5.4. Medidas clasificacion multiclase

Exactitud: Es la capacidad que tiene el modelo de clasificar correctamente las 3 clases. Se
formula de la siguiente manera:

o VPi+VPy+ VP
Exactitud = TATTBLTC (2-28)

Sensibilidad: La sensibilidad se calcula para cada clase:

P

Sensibilidad (A) = m. (2-29)
P

Sensibilidad (B) = ﬁ. (2-30)
P

Sensibilidad (C) = ﬁ. (2-31)

Especificidad: Al igual que la sensibilidad se calcula para cada clase:
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VN

ESpeClﬁCldad (A) = m (2—32)
N

ESpeClﬁCldad (B) = ﬁ (2—33)
N,

Especificidad (C) Ve (2-34)

T VNo+ FPo



3 Anadlisis exploratorio de los datos

3.1. Descripcién de la base de datos

La base de datos objeto de estudio, cuenta con 40 variables y 12.175 registros que correspon-
den cada una a empresas atendidas por la entidad prestadora de servicios publicos. Para los
andlisis, se toma la informacién del periodo 2021-12 (Diciembre del 2021). Es considerado
éste mes como referencia, dado que es un mes de cierre fiscal y contiene informacién finan-
ciera completa y auditada para la mayoria de las empresas que estan obligadas a reportar
informacion de cierre de ano.

3.1.1. Variables respuesta

Cada una de las 12.175 empresas presenta dos tipos de variables respuesta: Impago, que
posee una clasificacién binaria 0 y 1, para No Impago e Impago respectivamente, y Clasifi-
cacién de Riesgo con escalas de Riesgo Bajo, Riesgo Medio y Riesgo Alto.

3.1.2. Variable de riesgo de 3 niveles

Dicha metodologia se asemeja a un clasificacion de riesgo de crédito que en escalas ordinales
suelen trabajar las calificadoras de riesgos y algunas entidades financieras. Es una meto-
dologia que se ha construido de manera empirica, en la cual no se considera de manera a
priori elementos o técnicas de clasificacién estadistica. Alli se computaron los siguientes dos
componentes que se resumen en un plano cartesiano para reflejar tres escalas de Riesgo:
Riesgo Alto, Riesgo Medio y Riesgo bajo. Cada componente como veremos a continuacion,
Figura (3-1), tiene unos rangos especificos que al promediar, da como resultado, las escalas
mencionadas.
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Figura 3-1: Componentes variable Clasificacion - 3 niveles.

= Componente de pago: El resultado final se ubica en el eje Y del plano cartesiano y
considera el score (puntaje) de la provisién de cartera. Es obtenido de modelo propio
de la compania.

= Componente de financiero: El resultado final se ubica en el eje X del plano cartesiano.
Aqui se ponderan tres elementos.

e Elindice Altman que corresponde a un modelo discriminate propuesto por Edward
Altman en el ano 1968 (Trujillo Ospina, Belalcdzar Grisales, et al., 2016).

e El resultado de la utilidad operacional positiva o no en los estados financieros.

e El estatus de la empresa en términos de si la empresa opera normalmente o si
se acoge a alguno de los regimenes de insolvencia empresarial en la repiblica de
Colombia - ley 1116 de 2006 (De la Republica, 2006).

Para cada una de los dos anteriores componentes, se realiza un escalado, en el que se acotaron
los datos considerando el limite maximo y el minimo de la variable. Se obtiene para ambos
un resultado de cero a cien:
Variableescalada = —————. (3-1)
Xmax - Xmm
Finalmente, se promedia los dos componentes y se clasifican en riesgo Alto, Medio o Bajo de
acuerdo con escalas definidas de manera empirica, segin la dispersién de puntos encontrados

en el plano cartesiano.
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3.1.3. Variable dic6toma Impago

La segunda variable que se construyé durante el proceso de andlisis del presente estudio, te-
niendo en cuenta que la literatura del andlisis del riesgo de crédito, esta asociado de manera
usual al Impago y a su probabilidad de impago. Se consideré un recorrido de los ultimos
doce meses anteriores a Diciembre 2021. Aquellas empresas que presentaron incumplimien-
to, se les asigné el valor de uno (1), por su parte, aquellas empresas que no presentaron
incumplimiento, se les asigné el valor de cero (0). Dicha variable, fue construida a partir del
comportamiento mes a mes del rodamiento de cartera, por medio del analisis de matrices de
transicion.

En la Tabla (3-1) se considera para cada empresa, la comparacién de la mora en el mes
actual con la que presentaba en el mes inmediatamente anterior. Alli el mes anterior se
ubica en el rotulo horizontal de las edades y el mes actual en el rétulo vertical de las edades.
Se resume en las celdas internas, el rodamiento para los clientes, el cual puede reflejar tres
tipos de comportamientos:

» Cantidad de empresas que conservan la misma morosidad o la misma franja de mora
en los meses de comparacién. (Franja Amarilla).

» Cantidad de empresas que se trasladan a una edad mayor en los meses de comparacion.
(Franja rosa).

= Cantidad de empresas que se trasladan a una edad menor en los meses de comparacion.
(Franja verde).

Tabla 3-1: Ejemplo matriz de transicion.

Mes Anterior
Aldia 1-30 31-60 61-90 May90 Total

Mes actual Al dia 500 7 0 0 0 507
1-30 30 45 2 0 0 77

31-60 8 30 7 1 0 46

61-90 1 0 55 2 1 58

May90 1 1 2 6 1 11

Total 540 83 66 9 1 699

Deterioro 7% 37% 8% 67% 100% 65,34%

Finalmente se obtuvo un comportamiento historico de rodamiento, promediando 12
matrices de los meses anteriores a diciembre 2021. Alli se calculé el nivel de deterioro en
términos de la cantidad de empresas que en cada edad de mora se ubicaron en la franja
rosa en comparacién con el cantidad total de empresas en la franja de color. Aquella
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franja en la que el porcentaje de rodamiento supera el 50 %, es considerada como el
referente de Impago. Para la base de datos analizada, el punto de incumplimiento se
detecto a partir de los 60 dias de mora.

Con la anterior informacién, se realizé la distincién de las empresas que presentaron
dicho incumplimiento, marcando con “1” el resultado de la variable respuesta y con
“0” aquellas empresas que no presentaron incumplimiento.

A continuacién la Tabla (3-2), expone las caracteristicas de ambas variables respuesta:

Tabla 3-2: Variables Respuesta.

Variables |Grupo Variables Descripcién Tipo de variable
Resultado del método
De tros Calificacién empirica de clasificacién
Respuesta Niveles financiera de de riesgo en tres escalas: Cualitativa Ordinal
riesgo R. Bajo (1), R.Medio
(2) y R.Alto (3)
i Impago (1),
D,e dos Impago dltimos No Impa(g(z (0). Anélisis | Cualitativa, Dicotémica
niveles 12 meses R L
de matriz de transicién

3.2. Variables predictoras

Las variables analizadas se clasifican en tres grupos:

e Atributos de los clientes: Asociada con caracteristicas de ubicacion, sector em-
presarial, estado de operacion y tipo de segmento al que pertenece la empresa.
Este 1ltimo, hace parte de una clasificacion interna de la compania, basada en los
ingresos originados por los clientes y que es ttil para la focalizacién en la atencién
comercial de la compania.

e [nformacion financiera: Tomada del repositorio de informacién de la empresa.
Para el periodo fiscal diciembre 2021 y de los estados financieros de situacion fi-
nanciera y estado de resultados, se calcularon algunos indicadores financieros que
de acuerdo a politicas internas han sido relevantes en estudios de otorgamiento y
cuyos rubros puedan ser obtenidos de manera integral para todas las empresas a
analizar. Lo anterior es fundamental, debido a que en la literatura financiera, exis-
ten diversidad de indicadores de liquidez, solvencia y rentabilidad, pero no todos
pueden ser obtenidos facilmente y de manera uniforme en los estados financieros.

e Informacion de cartera y modelos alternos: Incluye variables como la mora, el
valor facturado, la cartera y modelos alternos (provisién y otros de clasificacién
de pago).
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A continuacién las Tablas (3-3), (3-5) y (3-4), exponen las caracteristicas de las va-
riables predictoras de acuerdo con los grupos mencionados anteriormente:

Tabla 3-3: Variables predictoras.

Variables Grupo Variables Descripcién Tipo de variable

Segmentos: Empresa, Grandes

R Clientes y Gobierno. Dependen
. Atributos de las . v . P o .
Predictoras Segmento del nivel de ingresos que Cualitativa nominal
empresas (e
aportan (politicas de la
compafiia).
. Ubicacién regional de la o .
Regiones Chualitativa nominal
empresa

Basado en los macro sectores:

Sector Comercio, Manufactura y Cualitativa nominal
servicios

Dec. 957 de 2019 del Gno Nal,
Tamano Empresas | define el tamafo segin el nivel | Cualitativa ordinal
de ingresos y tipo de actividad
Incluye la clasificacién de la

Estado empresa: Operacional, o si esta
Operacional en procesos de insolvencia o
reestruct. (ley 1116 de 2006)

Cualitativa nominal

Tabla 3-4: Variables predictoras.

Variables Grupo Variables Descripcion Tipo de Variable
Info de
cartera, Edad de mora en la que se

. factura- encuentra la empresa. Son 15
Predictoras Mora Actual P

L . . Continuas
cién y edades de tipo ordinal

otros
modelos

Valor Cuenta de Valor facturado en el mes para la
Cobro empresa
Incluye tanto la cartera corriente

Cartera Total
artera 10ta como la diferida de la empresa

Cartera diferida total asociada a

Cartera diferida
la empresa

Capital expuesto base para el

ke . s
calculo de la provision de cartera

Prov Valor de provisién de cartera

Pérdida dado el incumplimiento.
Méx Pdi-Epm Se consideré el maximo por
empresa

Probab de incumplimiento. Se

expresa en términos porcentuales.
Pi-Indiv Es uno de los componentes del
calculo de pérdidas esperadas -
norma NIIF 9

Comportamiento de pago en el
tltimo Ano, para los servicios

individuales prestados a los
Buré clientes. Niveles, donde (1) es el | Categérica ordinal
de mejor calificacion, (2) es el de
calificaciéon media y (3) el de
menor calificacién

Modelo interno para la
segmentacién de los clientes en la
Arbol De gestién de la cobranza. Los
Clasificacién primeros niveles requieren menos
esfuerzo de gestién y los tltimos
mas

Nota: Teniendo en cuenta la variabilidad de los datos, variables como la cta de cobro, , Ctal valor p:

y valores primarios de los estados de Acti ivos y patri io, se traj a logaritmo, para lograr

la de las

Para la variable Altman, se toma como referencia la versién Z2, Berrio Guzmén y Cabeza de Vergara (2003).
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Tabla 3-5: Variables predictoras.

Variables

Grupo

Variables

Descripcién

Tipo de variable

Predictoras

Informaci¢

Finan-
ciera

=

1
Activos Totales

Activos Corrientes

Total Patrimonio

Pasivos Totales

Pasivos Corrientes

Total Ingr
Operativo

Ebit

Ganancia Neta

Obtenidos del estado de
situacién financiera y
del estado de resultados

ndice Altman.
En tres escalas.

_ Capital de trab
Zy = 6’56 Total Activos
3,26 Utilidad retenidas +

Total Activos
6’72 ’I%)talpActivos +
ot Patrimonio
1705 Pasivo Total

+

Razén Corriente

_ Activo Corriente
Raz cte = Pasivo Corriente
Solvencia
. . __ Total Patrimonio
Patrimonial Sol Pat = =50
Concentracién
. _ Pasivo Corriente
Endeudamiento Con E = =5 =0l
Capital de CT =
TI‘db(lJO Activo Cte — Pasivo Cte
Eficiencia
: _ _Ingreso Operativo
Operativa EO = 15 No Corriente
Apalancamiento
_ Pasivo Corriente
Corto Plazo Ap CP = i Fatvimonio

Capital Neto de
Trabajo

KNW =

Activo Cte-Pasivo Cte
Pasivo Cte

Rentabilidad del
Activo

ROA = Ganancia Neta

Total Activos

Rentabilidad del
Patrimonio

Ganancia Neta
Total Patrimonio

ROE =

Rentabilidad del
Activo

__ Ganancia Neta
ROA = Total Activos

Margen Neto

MgNeto =

_Ganancia Neta
Ingreso Operativo

Endeudamiento E — [Pasivo Total
— Total Activos
Marg Solvencia MaSoly — - Pasivo Total
9 —__Total Patrimonio

Continuas




Total empresas
(Porcentajes)
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3.3. Depuracion y analisis descriptivo de la base de
datos

Como se mencioné anteriormente, la muestra cuenta con un total de 12.175 empresas.
Sin embargo, luego de la realizar auditoria de variables en su calidad y datos faltantes,
se llega a un total de 11.983 empresas a analizar.

En cuanto a las variables de la base de datos, se cuentan con 40 variables que incluyen
dos variables respuestas y el resto corresponden a variables predictoras relacionadas
con la cartera, atributos de las empresas y variables financieras mencionadas en el
aparte anterior.

A continuacién se detallara el analisis descriptivo para las variables respuesta y pre-

dictoras.

3.3.1. Andlisis descriptivo variables respuesta

La Figura (3-2) cuadrante izquierdo, corresponde a la clasificacién que arroja el método
empirico. Alli se observa que la mayoria de las empresas para el periodo de analisis,
fueron clasificadas en riesgo Bajo y Medio con un 65,34 % y 32,6 % respectivamente. Del
lado derecho, observamos la clasificacion obtenida a través de las matrices de transicion
con la variable Impago, en el cual se obtiene un 83,35% en la categoria No Impago
(0) y un 16,65 % en la categoria Impago (1). Si bien no se observa problemas graves
de desbalance en la base de datos, se explorara una metodologia de balanceo para la
clasificacién dicotoma Impago, con el fin de evaluar si hay mejores resultados en la

clasificacion.
Clasificacion de riesgo en tres niveles - Empresas Clasificacion de Impago
125001
10000
9988 (83 4%
7830 (65.3%) 10000 (83.4%)
7500 "~
0o
o'g 7500
. St
5000 3903 (32 6%) ES o
- 3 5000
8q
2500 2= "
2 2500 1995 (16.6%)
250 (2.1%)
o4
1 2 3 0 1
Escala de riesgo Impago o no — ultimos 12 meses
. Riesgo Bajo Riesgo Medio Riesgo Alto Impago No Impago

Figura 3-2: Distribucion variables respuesta.
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3.3.2. Anadlisis descriptivo variables predictoras
Analisis descriptivo variables categdricas

A continuacion, se realiza el andlisis univariado de las variables predictoras de caracter
categorico:

La variable Segmento

La Figura (3-3), muestra teniendo en cuenta el total de empresas en cada categoria,
que el segmento Gobierno, es el que mayor proporcién presenta en incumplimiento con
un 60,71 %, seguido del segmento Grandes Clientes con un 25,04 % y finalmente el
segmento Empresas con un 15,91 %. Sin embargo, es posible que el desbalance en la
cantidad de empresas por cada clase de segmento influyan en el anterior comporta-
miento, dado que por ejemplo el segmento Empresas contiene el 89,52 % del total de
observaciones en Impago.

Impago por Segmento

Empresas Gobierno Grandes Clientes
22
(39,30%)
524
o 9.442 (74,96%)
(84,10%)
34
(60,70%)
175
- 1.786 (25,04%)
(15,9%)

Figura 3-3: Variable Segmento.

La variable Sector

Teniendo en cuenta el total de empresas en cada categoria, en la Figura (3-4), el sector
Manufactura es el que mayor proporcion presenta en incumplimiento o Impago con un
20,90 %, seguido del sector servicios con un 16,72 % y finalmente el sector Comercio
con un 10,57 %. Respecto al total de empresas que entraron en Impago (1.995), los
sectores Servicios y Manufactura presentan un porcentaje de participacion del 42,76 %
y 42,06 %, respectivamente ver Tabla (3-6).
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Impago por Sector

Comercio Manufactura Servicios
3.176
(79,10%)

4,249

i (83,28%)
o (84,43%)

303 839 253

- (10,57%) ‘ (20,90%) (16,72%)

Figura 3-4: Variable Sector.

Variable Burd

Teniendo en cuenta que esta variable considera el comportamiento de pago de las
empresas, en la Figura (3-5), es congruente observar que las empresas mejor calificadas
son las que menor proporcién de deterioro presentan con un 5,62 %, mientras que
aquellas que presentan un nivel (3), son las que mayor proporcién presentan con un

76,65 %.

Buroé
1 2 3
322
(23,45%)
1.001
(70,05%)
o 8.865
(94,38%)
1.051
(76,55%)
428
516 (29,95%)
- | {5,62%)] |

Figura 3-5: Variable Buro.

Variable arbol de clasificacién

Los dos primeros niveles como se observa en la Figura (3-6), son los que menor pro-
porcién de Impago presentan, con el 14,57 % y 10,73 %, respectivamente. Lo anterior
tiene sentido, considerando que estos son los que menor dedicacién cobranza requieren,
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de acuerdo con las politicas de la empresa. Sin embargo entre los ltimos niveles, el

correspondiente al quinto es el que mayor proporcién tiene de los clientes que entran en
Impago 62,32 %. La compaiiia como se observa en Tabla (3-6), tiene del total de clien-
tes que entraron en Impago (1.995) el 62,31 % en los niveles (1) y (2) de priorizacion

de cobranza.

Arbol de cobranza

1 2 3 4 5 8
26
(37,68%)
220 352
4.320 359 (66,27%) (62,01%)
= [83,43%} 4211 (82,72%)
(89,27%)
43
(62,32%) .
o (37,99%)
737 75 (33,73%)
| (18,57%) (10,73%) (17,28%)

Figura 3-6: Variable Arbol.

Tamano de la empresa

Llama la atencién como se observa en la Figura (3-7), que las grandes y medianas em-
presas, son las que mayor proporcién Impago (1) presentan, con un 26,07 % y 18,51 %.
Por su parte las empresas pequenas y microempresas, presentaron una proporcion del

13,77% v del 15,92 %.

Tamafio de empresa

grande mediana microempresas pequefia
936
o (73,93%) 1.655 {siiﬁa?,na] 3.628
(81,49%) ’ (84,08%)
- 330
(26,07%) 1;:2% 602 £
(18,51%) (13,77%) (15,92%)
Figura 3-7: Variable Tamano de la empresa.
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Region de operacion de la empresa

La empresas objeto de estudio, pertenecen a diversas regiones a nivel nacional. Con el
fin de tener un mejor analisis de ésta variable, se tiene en cuenta de forma independiente
las Regiones de Antioquia y de Centro pais y el resto de regiones se agrupan en la
categoria Otras. En la Figura (3-8), se observa que teniendo en cuenta el total de
empresas que entraron en Impago respecto al total de la muestra, todas las regiones
presentan porcentajes muy similares. Antioquia representa el 16,40 %, la regién centro
el 19,57 % y el resto de las regiones el 16,93 %.

Impago por Regiones

Antioquia Centro pais Otras
719
9.009 260
(80,43%)
° (83,60%) (83,07%)
1767 175 53
. (16,40%) (19,57%) (16,90%)

Figura 3-8: Variable Region de operacién de la empresa.

Sin embargo, es posible que esta variable no influya en la significancia de los modelos,
debido a que el porcentaje de empresas por regiéon que presentaron Impago respecto
al total de empresas que entraron en dicho incumplimiento (1.995), tiene una partici-
pacién muy grande en la regiéon Antioquia 88,57 %. Es decir teniendo en cuenta que
las regiones en las que se concentra la prestacion de servicios es Antioquia, esto puede
dar lugar a excluir dicha variable del analisis, por no tener una buena distribucién en
todas las clases.

Estatus operacional de las empresas

En la Figura (3-9) las empresas que se encuentran en liquidacién, son las que mayor
proporcién de Impago presentan con un 2%, seguidas de las que se encuentran en
reorganizacién y en operaciéon con un 23,12 %. Sin embargo del total de empresas
analizadas, la mayoria se encuentran en estado operacional con un 95 %, por lo que el
desbalance en las categorias puede dar lugar a que la variable no presente significancia
en la seleccién de variables en la Tabla (3-6).
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Estatus Operacional

Liquidacion  Operacional Otros Reorganizacion

153 104 ?61:3%

© (73,00%) 9.585 (83,75%) .
(76,88%)

54
46 35

- 1.860

(27,00%) (23.12%) (16,25%) (23,12%)

Figura 3-9: Variable estatus operacional.

Cuadro resumen variables categoricas.

La Tabla (3-6), muestra para cada variable, el nimero y porcentaje de empresas que
presentaron Impago y las que no, asi como la proporcién de empresas con Impago
en cada categoria, teniendo en cuenta el total de empresas evaluadas. Las ultimas
3 columnas registran los estadistico Chi cuadrado con su valor P, y los criterios de
informacién de Akaike (AIC) y Seudo R? respectivamente.

Todas las variables por medio del estadistico Chi cuadrado, arrojan un P-valor menor
con un nivel de significancia o = 0,05, indicando que existe una asociacion entre
cada una de las variables categéricas y la variable respuesta Impago. Cada variable se
dispone en la tabla, desde las que menor criterio AIC y mayor Seudo R? presentan.

Por ejemplo, entre las variables que pueden presentar mayor ajuste en los modelos ya
que presentan menor criterio AIC y mayor Seudo R?, son las variables el Buré y Arbol
que como vimos en la descripcion de variables, corresponden a criterios de calificacién
de cartera para los clientes. En éstas variables a medida que sus niveles aumentan,
incrementa la proporcion de caer en Impago.
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Tabla 3-6: Variables Categdricas.

Variables No Impago Impago Total Pro.Impago Test X2 AIC Seudo.R?
N. Empr % N. Empr % N Pro.Impago Test Xz
(VIr P)
Buré
Nivel 1 8.665 86,75 % 516 25,86 % 9.181 5,62 % 4536,8
Nivel 2 1.001 10,02 % 428 21,45 % 1.429 29,95 %
Nivel 3 322 3,22 % 1.051 52,68 % 1.373 76,55 % (2,2e-16)
9.988 1.995 11.983 7219.7 0.332
Arbol
Cobranza
Nivel 1 4.320 43,25 % 737 36,94 % 5.057 14,57 %
Nivel 2 4.211 42,16 % 506 25,36 % 4.717 10,73 % 759.57
Nivel 3 359 3,59 % 75 3,76 % 434 17,28 %
Nivel 4 220 2,20 % 112 5,61 % 332 33,73 %
Nivel 5 26 0,26 % 43 2,16 % 69 62,32 % (2,2e-16)
Nivel 6 852 8,53 % 522 26,17 % 1.374 37,99 %
9.988 1.995 11.983 10.167 0,059
Sector
Comercio 2.563 25,66 % 303 15.19 % 2.866 10,57 % 128,49
Manufactura 3.176 31,80 % 839 42.06 % 4.015 20,90 %
Servicios 4.249 42,54 % 853 42.76 % 5.102 16,72 % (2,20e-16)
9.988 1.995 11.983 10.633 0,0125
Tamaiio
Empresas
Grande 936 9,37 % 330 16.54 % 1.266 26,07 %
Mediana 1.655 16,57 % 376 18.85 % 2.031 18,51 % 113.7
Pequernia 3.769 37,74 % 602 30.18 % 4.371 13,77 %
MicroEmp 3.628 36,32 % 687 34.44 % 4.315 15,92 % (2,2e-16)
9.988 1.995 11.983 10.694 0,009
Segmento
Empresas 9.442 94,53 % 1.786 89.52 % 11.228 15,91 % 118,25
Gobierno 22 0,22 % 34 1,70 % 56 60,71 %
Grandes Cl 524 5,25 % 175 8,77 % 699 25,04 % (2,2e-16)
9.988 1.995 11.983 10.706 0,008
Regiones
Antioquia 9.009 90,20 % 1.767 88,57 % 10.776 16,40 % 6,0246
CentroPais 719 7,20 % 175 8,77 % 894 19,57 %
Otras 260 2,60 % 53 2,66 % 313 16,93 % 0,04918
9.988 1.995 11.983 10.791 0,0005
Clasificac
Est.Operac
Operacional 9.585 95,97 % 1.860 93.23 % 11.445 16,25 % 35,138
En Liquid 153 1,53 % 46 2,31 % 199 23.12%
En Reestructu 146 1,46 % 54 2.71% 200 27,00 % (2,34e-05)
Otros 104 1,04 % 35 1.75% 139 25,18 %
9.988 1.995 11.983 10.767 0,003

Analisis descriptivo variables numéricas

Se describe a continuacion, las variables numéricas que podrian aportar a los modelos:

Mora de la empresa

La mora actual asigna una edad de 0 a 15 niveles que corresponden a las siguientes
clases. Tabla (3-7):

Como se observa en la Figura (3-10), las empresas que no caen en Impago se concentran
en las primeras edades, mientras que las que si presentaron el evento, presentaron
una dispersion en todas los rangos de edades; se observa que algunas observaciones
se concentran en las primeras edades y otras en las ultimas edades. Los clientes que
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entran en Impago, tienen una edad de mora promedio de 5 (franja de 121 a 150 dias);
por el contrario para los clientes que no presentaron Impago, la edad promedio es de
cero, lo que es consistente cuando no se presentan incumplimientos. Las mediana para
las empresas en Impago se ubican en la edad 1 (entre 1 a 30 dias) y la desviacién con
respecto a la media es mayor para los clientes que presentaron Impago, ver la Tabla
(3-9).

Tabla 3-7: Edades de Mora.

Clase Niveles
Corriente 0
1-30 1
31-60 2
61-90 3
91-120 4
121-150 5
151-180 6
181-210 7
211-240 8
241-270 9
271-300 10
301-330 11
331-360 12
361-720 13
271-1080 14
Mayor 1080 15

Esta variable tiene un valor P menor que el nivel de significancia de 0.05, por lo que
resulta significativa, ademds entre todas las variables cuantitativas es la que mayor
indicador Seudo R? arroja con un 0.2735204.
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Figura 3-10: Mora - analisis descriptivo.
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Probabilidad de incumplimiento

En la siguiente Figura (3-11), no se alcanza a apreciar de manera clara la distribucién
y la dispersiéon de las probabilidades. De acuerdo con el resumen expuesto en la Tabla
(3-9), las empresas que no evidenciaron Impago tuvieron una media por debajo del
0,3% con una mediana del 0,066 %, mientras que para las empresas que presentaron
Impago, la media se ubica al rededor del 4,23 %. Lo anterior significa que la mayoria
de las empresas objeto de estudio, presentan probabilidades de incumplimiento bajas
0 no representativas, incluso para las empresas que presentan Impago.

Defautt [_] o [] 1 Default 0 E3 1

100 m—omwr.

Densidad
pi_indiv

0 FK 0.00 —

0.00 0. r;E 0 %J 0.75 1.00 0
pi_indiv Default

Figura 3-11: Probabilidad de incumplimiento - andlisis descriptivo.

Indice Altman

En la base de datos se calcul6 para todas las empresas, la versién de indice Altman
correspondiente al Z-core (Z2), dado su uso sugerido para empresas comerciales y de
servicio. Dicho indicador incluye el cédlculo de indicadores econémicos y clasifica la
insolvencia para las empresas, de acuerdo con las siguientes franjas de riesgo (Truji-
llo Ospina et al., 2016):

Se acotd el indice Altman a cero, cuando éste arrojo valores negativos y se acoté a
cuatro, cuando el resultado se encontré por encima de dicho valor. Lo anterior para
evitar la dispersion alta en el indicador y con el finde visualizar mejor los resultados,
respetando las escalas propuestas por el autor. La siguiente es la clasificaciéon de sol-
vencia en riesgo, de acuerdo con las siguientes franjas en la Tabla (3-8).

Para la muestra, se observa en la Figura (3-12) una media superior para las empresas
que estdn categorizadas en No Impago 2,65 %, que para aquellas empresas que se
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Tabla 3-8: Franjas Altman.
‘ Riesgo Alto I Riesgo Medio | Riesgo Bajo
‘ Valor del indicador | <1, >1,1y <26 > 2,6

encuentran en Impago con un 2,32 %. Lo mismo ocurre con el valor de la mediana, ver
la Tabla (3-6). La dispersién sobre todas las franjas del indicador es visible para las
empresas que presentaron Impago o no, visualizandose en el iltimo cuantil una mayor
cantidad de empresas que no tienen Impago, con resultados del indicador superiores a
2,6, es decir,empresas con mejor solvencia financiera.

Default D 0 |:| 1 Default (==

Densidad
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indice_altman Default

Figura 3-12: Indice Altman - an4lisis descriptivo.

Cartera Total

La muestra contiene desde empresas que tienen saldo cero, hasta empresas que tienen
saldo de al rededor los 21 mil millones de pesos. En cuanto al valor de la cartera que
estd expresada en logaritmo natural, Figura (3-13), los clientes que no presentaron
Impago, presentan una cartera promedio de 4.87, que en medidas de pesos corresponde
a 5,53 millones. Por su parte las empresas que entraron en Impago, tenian en promedio
10,73 0 43,533 millones con una desviacion estandar mayor para estos clientes. Para los
dos resultados posibles (Impago y no Impago), la distribucién es muy similar, incluso
con mayor concentracién de observaciones en el ultimo cuantil.
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Figura 3-13: Cartera total - analisis descriptivo.

Activos totales

En la Figura (3-14), la variable Activos totales, expresada en logaritmo natural, pre-
senta para los clientes en Impago un mayor valor en promedio de los activos de (22.96
en logaritmo natural o 703.536 mill), que los que no presentaron Impago (22,01 en
logaritmo natural o 61.613 millones). También para los clientes que se encuentran en
Impago, la dispersién de los archivos es més alta.

Default D 0 D 1 Default 0 E31
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Figura 3-14: Activos totales - analisis descriptivo.

Pérdida dada el incumplimiento - PDI

Se asigné como nombre de la variable el prefijo “max”, dado que se tomé el valor
maximo del total de servicios prestados a los clientes o empresas.



3.3 Depuracion y andlisis descriptivo de la base de datos 41

Es el segundo componente para el calculo del deterioro, y es calculado en el modelo
de provisiéon de cartera que tiene la compania. En éste caso se considera el porcentaje
que ya no es posible recuperar dado que el cliente ya entré en Impago, de alli que
sus porcentajes sean tan altos. De acuerdo con las edades de mora de las empresas, se
asignan 3 porcentajes de PDI: Para edades menores a 420 dias un 63 %, para edades
entre 421 y 540 dias de mora un 80 % y para edades superiores a 541 dias de mora
un 100 %. Estos cortes son los que se ven de manera clara en la Figura (3-15), lado
derecho del grafico de caja y bigotes. Algunos se sitiian en cero porque son empresas
que no presentan saldo de cartera.
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Figura 3-15: Maximo PDI - analisis descriptivo.
Valor provision.

El valor de provision es una variable que resulta multiplicar el valor del capital ex-
puesto con el porcentaje de PI (Probabilidad de incumplimiento) y porcentaje del PDI
(Pérdida dada el incumplimiento). En la Figura (3-16), la variable estd en términos
de logaritmo natural y presenta un valor promedio mas alto para los clientes que con
Impago (1.87 en logaritmo natural o 1,86 mill). La mediana es igual en ambos casos,
ver Tabla (3-9).
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Figura 3-16: Valor provisiéon - analisis descriptivo.

Concentracion endeudamiento

En la Figura (3-17), se observan diferentes porcentajes del indicador, llamando la
atencién un mayor volumen de porcentajes altos en empresas que no presentaron la
marca de Impago resultado de las matrices de transicion. Los porcentajes en promedio
de empresas con comportamiento de no Impago e Impago fueron similares con un 67,2 %
y 60,5 % respectivamente, pero con una mediana mas alta para las empresas que no
tuvieron incumplimiento 80,5 %. Es posible que éste tipo de indicador financiero, se
asocie con incumplimientos a otros compromisos de deuda que tengan los clientes, pero
con buen comportamiento de pago con la compania.
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Figura 3-17: Concentracién endeudamiento - andlisis descriptivo.
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3.3.3. Resumen Univariado con la variable Impago

En la Tabla (3-9), se expresa para cada una de las variables cuantitativas, el resultado
del anélisis univariado con la variable respuesta Impago. Se muestra el valor promedio,
mediana y desviacién estandar para las empresas que entran en Impago o no. Asimis-
mo, en orden descendente las variables que mayor significancia tienen considerando el
valor P de 0.05 y aquellas que representan un mayor Seudo-R? y menor criterio de
informacién de Akaike (AIC) respectivamente.

Tabla 3-9: Resumen de variables numéricas.

Var No Impago Impago Valor P

X XMediana o X XMediana o AIC Pr(> |z]) S-R?
Mora 0 0 1 5 1 6 7843,6 < 2e—16 Hxk 0,274
C.T(1) 4,869 0 1,029 10,793 13,359 6,188 9608,5 < 2e—16 HHA 0,11
Act. T(1) 22,007 21,672 1,8 22,965 22,669 2,272 10408 < 2e— 16 HxA 0,036
PI 0,003 0,001 0,017 0,042 0,001 0,182 10466 < 2e—16 HAx 0,031
Prov.(1) 0,618 0 2,457 1,873 0 4,384 10547 < 2e—16 HHA 0,023
KE.(1) 0,923 0 3,577 2,566 0 5,805 10574 < 2e—16 HxA 0,02
Ct.D(1) 0,481 0 2,441 1,594 0 4,405 10601 < 2e—16 HHA 0,018
M.PDI 0,088 0 0,221 0,156 0 0,293 10668 < 2e—16 HHA 0,012
Altman 2,657 3,476 1,53 2,328 2,542 1,606 10722 <2 —16  *** 0,007
P.Ct(1) 19,338 20,239 5,216 20,295 21,095 5,475 10733 3,09e — 13 Hokk 0,006
Cc.E 67,209 80,496 35,594 60,532 65,737 36,287 10739 3,43e — 14 Hkk 0,005
C.N.W 33508 1248 560929 426099 2800 6118308 10753 0,000149 Hkok 0,004
Ende 0,508 0,492 0,723 0,615 0,553 1,487 10774 0,000402 Hok 0,002
Ebit(1) 13,763 18,359 9,132 13,482 18,534 9,78 10776 0,000614 HoAk 0,002
C.W 11674 544 289173 66745 781 1003865 10780 0,00461 *x 0,001
Mg.Op -0,036 0,049 3,961 -1,057 0,047 30,372 10784 0,00562 Hx 0,001
G.Nt(1) 14,385 18,159 8,439 13,756 18,222 9,284 10786 0,00282 Hx 0,001
Roa 0,043 0,034 0,362 0,015 0,016 0,252 10787 0,0165 * 0,001
Act.C(1) 13,4 10,421 6,787 13,828 11,32 6,758 10789 0,0101 * 0,001
CccC 1,739 0 4,962 2 0 5,281 10791 0,034 * 0
I10(1) 20,43 21,439 5,567 20,706 21,697 6,078 10791 0,0472 * 0
R.cte 9,355 1,74 68,985 13,422 1,575 143,867 10792 0,0678 . 0
Mg.Solv 4,302 0,852 239,277 13,997 0,938 278,949 10792 0,0895 . 0
Ef.Oper 1,447 0,976 5,396 1,862 0,492 38,68 10794 0,362 7E-05
Mg.Nto -0,161 0,034 15,162 0,16 0,031 52,499 10795 0,607 3E-05
Roe 0,143 0,082 1,806 0,122 0,05 2,344 10795 0,64 2E-05
Patr(1) 20,396 20,831 4,423 20,446 21,478 6,026 10795 0,663 2E-05
S.Patr 10,304 0,888 150,273 9,407 0,671 145,395 10795 0,807 6E-06
Ap.CP 3,939 0,493 121,065 4,285 0,476 119,047 10795 0,907 1E-06

Nemotecnia: Mora-(Edad de mora), C.T(l)-(Cartera Total Log), Act.T(l)-(Activos Totales log), PI-(Prob de incump)
Prov.(1)-(Vlor Provisién log), KE.(1)-(Capital expuesto Log), Ct.D(1)-(Cartera Diferida Log), M.PDI-(Méximo PDI)
Altman-(Altman), P.Ct(1)-(Pasivos corrientes log), Cc.E-(Concentracién endeud), C.N.W-(Capital Neto Operativo)
Ende-(Endeudamiento), Ebit(1)-(Utilidad Operativa Ebit), C.W-(Capital de Trabajo), Mg.Op-(Margen Operativo)

G.Nt(1)-(Ganancia Neta), Act.C(1)-(Activos Corrientes log), CC-(Cuenta de Cobro), IO(1)-(Ingreso Operativo)
R.cte-(Raxé6n Corriente), Mg.Solv-(Margen solvencia), Ef.Oper-(Eficiencia Oper), Mg.Nto-(Margen Neto)
Patr(1)-(Patrimonio), S.Patr-(Solvencia Patrimonial), Ap.CP-(Apalancamiento de corto plazo)

Complementando los analisis para las variables numéricas, elementos como el capital
expuesto y cartera diferida que estan relacionadas o incluidas en el valor de la cartera
total, presentan un comportamiento similar a esta variable, ya que para empresas que
no presentan Impago, se evidencia menores saldos y menor desviacion estandar que
las empresas que si lo tienen. La variable endeudamiento, presenta menores promedios
y medianas en las empresas que no presentaron Impago, que para aquellas que si lo
generaron, lo cual es consistente para empresas que administran mejor la estructura
de deuda. Por su parte, variables como el Ebit y ganancia neta que esta relacionada
con la utilidad operacional y ganancia final de las empresas al igual que sus respectivos
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margenes operativos y netos, no muestran una clara separaciéon para el promedio y
mediana entre las empresas que presentaron Impago y las que no, por lo que no se puede
asociar un comportamiento usual al incumplimiento y posiblemente no ser significativas
en el proceso de selecciéon de variables. Como se observa en los resimenes descriptivos,
las variables que parten de la rentabilidad del activo ROA y el resto de variables, ya
no presentan significancia en el andlisis univariado con la variable respuesta Impago,
y esto se detecta en mayores niveles del criterio AIC, valores P no significativos y
resultados del seudo R? menos aportantes.



4 Modelos de clasificacion - Riesgo de
crédito

Como parte de la metodologia para medir el riesgo de crédito, en las secciones anterio-
res se describié como se obtuvo las variables respuesta, sus caracteristicas y el analisis
descriptivo tanto para las variables predictoras numéricas como categoricas. A conti-
nuacion se muestra dentro del proceso de analisis, como seleccionar las variables que
pueden aportar mas en los diferentes modelos, opciones de equilibrio de muestras para
clases desbalanceadas, la aplicacion de algunos modelos de clasificacion y finalmente
las medidas de desempeno para comparar los diferentes modelos.

4.1. Preseleccion de variables

4.1.1. Algoritmos de seleccion - Mejor subconjunto, seleccion
hacia adelante y seleccion hacia atras

Teniendo en cuenta el anélisis descriptivo tanto para variables categdricas como numéri-
cas (29 variables), iniciamos el andlisis, con las siguientes variables regresoras para
aplicar los algoritmos de seleccién expuestos en la Seccién 2.4.1, que consisten en la
seleccion del mejor subconjunto, seleccién hacia adelante y seleccion hacia atras:

Variables: Edad de mora, Cartera total (log), Activos totales (log), Probabilidad de
incump, Valor de provision (log), Capital Expuesto (KE), Cartera diferida (log), Méxi-
mo PDI, Indicador Altman, Pasivos corrientes (log), Concentraciéon endeudamiento,
Capital de trabajo Neto, Endeudamiento, Utilidades Operativas Ebit (log), Capital de
trabajo, Margen operativo, Ganancia Neta (log), Roa, Activos Corriente (log), Cuenta
de Cobro, Buré, Arbol de cobranza, Sector, Tamano Empresa, Segmento, Regiones,
Clasificacion Estado Operacional.

En los tres casos, se definié tomar 20 variables, como la cantidad a seleccionar tanto en
variables numéricas como categéricas. Por medio del paquete leaps de R (Lumley, 2020)
, se obtuvieron las siguientes visualizaciones graficas que detallan en cada algoritmo
las variables sugeridas, teniendo en cuenta las medidas de ajustes mencionadas en el



4 Modelos de clasificacion - Riesgo de crédito

46
marco tedrico. El objetivo es identificar tanto para la variable respuesta Impago, como

para la variable de tres niveles (Clasificacién de Riesgo), aquellas variables que se

encuentran en tope de la gréfica, el cual se senialé con una linea naranja. Adicionalmente

se identificaron con lineas discontinuas, aquellas variables que sugeria cada algoritmo.

las

A continuacién, en la Figura (4-1) se ilustra para el caso de la variable Impago,

variables que fueron identificadas en el algoritmo de mejor subconjunto:
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Figura 4-1: Seleccién mejor subconjunto para la variable Impago.

4-2), para el caso de la variable Clasificacién de Riesgo de

(

Crédito, la técnica de seleccion hacia adelante sugiere las siguientes variables:

En la siguiente Figura
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Figura 4-2: Seleccion hacia adelante para la variable Clasificacién de Riesgo
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4.1.2. Analisis de correlacién de variables y de varianza ANOVA

Con las variables numéricas sugeridas en el apartado anterior, se realiza el analisis
de correlaciones para evitar considerar variables que presenten Multicolinealidad. De
acuerdo con la Tabla (4-1), las variables Capital de trabajo y Capital de trabajo neto
operativo, presentan una fuerte correlacion del (0.8), seguida de las variables Ganancia
neta y Ebit con una correlacién del (0.66), finalmente la dltima asociacién que destaca,
se presenta entre las variables Cartera diferida y Valor de la factura o cuenta de cobro
con una correlacién del (0.45). El resto de las variables presentan una asociacién inferior

al 40 %.

Tabla 4-1: Primera matriz de correlaciones.
Var Mora C.T Act.T PI Cart.D Alt Cc.E C.N.W Ende Ebit C.W G.Nt Act.C Fact
mora 1 0,27 0,18 0,25 0,16 -0,04  -0,06 0,06 0,01 0,02 0,06 0 -0,03 0,04
C.T 0,27 1 0,16 0,14 0,19 -0,09 -0,08 0,05 0,03 -0,03 0,04 -0,01 -0,02 0,08
Act. T 0,18 0,16 1 0,16 0,2 0,03 -0,1 0,17 0 0,31 0,17 0,3 0 0,3
PI 0,25 0,14 0,16 1 0,28 -0,03  -0,02 0,15 0,09 0,03 0,09 0,02 -0,02 0,18
Cart.D 0,16 0,19 0,2 0,28 1 -0,04  -0,04 0,11 0,04 0,05 0,08 0,04 -0,02 0,45
Alt -0,04 -0,09 0,03 -0,03 -0,04 1 0,02 -0,02 -0,2 0,34 0,01 0,36 -0,05 0,01
Cc.E -0,06 -0,08 -0,1 -0,02 -0,04 0,02 1 0,02 0 0,1 0 0,14 0,04 -0,01
C.N.W 0,06 0,05 0,17 0,15 0,11 -0,02 0,02 1 0,01 0,05 0,8 0,05 0,02 0,05
Ende 0,01 0,03 0 0,09 0,04 0,2 0 0,01 1 -0,04 0 -0,06 0,07 0,01
Ebit 0,02 -0,03 0,31 0,03 0,05 0,34 0,1 0,05 -0,04 1 0,06 0,66 0 0,11
C.W 0,06 0,04 0,17 0,09 0,08 0,01 0 0,8 0 0,06 1 0,06 0,02 0,04
G.Nt 0 0,01 0,3 0,02 0,04 0,36 0,14 0,05 -0,06 0,66 0,06 1 -0,01 0,11
Act.C -0,03  -0,02 0 -0,02 0,02 -0,05 0,04 0,02 0,07 0 0,02 -0,01 1 -0,05
Fact 0,04 0,08 0,3 0,18 0,45 0,01 -0,01 0,05 0,01 0,11 0,04 0,11 -0,05 1

Nemotecnia: Mora (Mora Actual), C.T (Cartera total), Act.T (Activos totales), PI (Probabilidad de incumplim), Cart.D (Cartera Diferida)
Alt (Indice Altman), Cc.E (Concentracién Endeudamiento) , C.N.W (Capital neto de Trabajo), Ende (Endeudamiento), Ebit
C.W (capital de trabajo), G.Nt (Ganancia Neta) ,Act.C (Activos corrientes) , Fact (Cuenta de Cobro o facturacién)

Como complemento a los algoritmos anteriores y al estudio de altas correlaciones en
algunas variables, se realiza el andlisis de varianza ANOVA. Alli se fueron generando
diferentes modelos iniciando con un modelo reducido y en cada uno se iba agregando
variables de modo que en el modelo completo, todas las variables tuvieran significancia
con un valor P menor que un nivel de significancia de 0.05. La funcién ANOVA permite
comprobar el aporte de todos los modelos agregados.

Con las variables observadas en los andlisis anteriores, se comprueba que no se presenta
una fuerte asociacién lineal entre las variables.

Tabla 4-2: Matriz de correlaciones variables numéricas.

Variables Mora.Act Cart.Tot Activ tot PI Ind.Altman Vir fact
Mora.Act 1 0,27 0,18 0,25 20,04 0,04
Cart.Tot 0,27 1 0,16 0,14 0,09 0,08
Activ tot 0,18 0,16 1 0,16 0,03 0,3
PI 0,25 0,14 0,16 1 0,03 0,18
Ind.Altman -0,04 0,09 0,03 0,03 1 0,01
Vir fact 0,04 0,08 0,3 0,18 0,01 1

La siguiente Tabla (4-3), presenta el resumen de los métodos de seleccién y de extrac-
cién de variables. En la primera columna se identifican si las variables son continuas o



categoricas, en la segunda el nombre de las variables, en la tercera y cuarta columna,
se marcan las variables que arrojaron los algoritmos de mejor subconjunto, seleccion
hacia adelante y seleccion hacia atras, tanto para las variables Impago como para la
de tres niveles Clasificacion, en la quinta columna el resumen de la seleccién comun
para las variables respuestas, en la sexta las variables descartadas por alta correlacion
y en la séptima, las variables que finalmente fueron seleccionadas para la aplicacion de
los diferentes modelos que veremos en la siguiente seccién y que fueron validadas por
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medio del método ANOVA.

Tabla 4-3: Seleccién de variables.

Variables

V.Impago

V.Clasif

Mét selecc

Correlacién alta

Modelos-Anova

Numéricas

Edad de mora)
Cartera total(l)
Activos tot(1)
Prob de incump
Valor de prov(l)
Cap Exp-(1)
Cartera Dif(l)
Miéximo PDI
Ind Altman
Pasivos ctes (1)
Conc endeudam
Cptal W Neto
Endeudamiento
Ebit(1l)

Ctal de W

Mg operativo
Ganancia Nta(l)
Roa

Activos Ctes(l)

Cta de Cobro

v
v
v

(\

ESRNENEN

\

ESRNENEN

Categoricas

Buré

Arbol cobranza
Sector

Tamano Empresa
Segmento
Regiones

Estado Operac

SNENENENENEN

SNENENENEN

ASRNENENENEN

NENENENES
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La variables que se consideran para la aplicacion de los diferentes modelos son las si-
guientes: Edad de mora, Cartera total, Activos totales, Probabilidad de incumplimien-
to, Indicador Altman, Cuenta de Cobro, Burd, Arbol de cobranza, Sector y Tamano
Empresa.

4.2. Particion de la base de datos

Teniendo en cuenta que se evaluardn dos variables respuesta: Clasificacién dicotémica
(No Impago, Impago) y clasificacién de tres niveles (Riesgo Bajo, Riesgo Medio y Ries-
go Alto), se realiza dos particiones independientes de la base de datos, considerando
cada una de las variable respuesta. Asi mismo, se mostrara las diferentes medidas de
desempeno, como lo ejemplifica Tharwat (2021), dependiendo de las metodologias de
clasificacién con una matriz 2 x 2 para la clasificacion dicotomica y matriz 3 x 3, para
la clasificacién en tres niveles.

La base de datos con los procesos de seleccion y validacion, inicié con 11 variables
(incluyendo la variable respuesta) y 11,983 registros que corresponden a las empresas
a evaluar. Se particiona la muestra con un 80 %, para el entrenamiento de los modelos
y un 20 % para la validacion cruzada o comprobacién en la efectividad de los mismos.

Se utilizé la funcién “stratified”, del paquete splitstackshape (Mahto, 2019), que ga-
rantiza de cada clase o estrato, una selecciéon homogénea de acuerdo con el porcentaje
seleccionado. Como se muestra en la siguiente Figura (4-3), se toma igual proporcién
de elementos, de acuerdo a cada clase, en éste caso caras.

Muestreo
Aleatorio

Estratificado 0

| J R

@ Estrato 2

2

Figura 4-3: Funcién STRATIFIED. Basada en Thomas (2020).

Estrato 1

| ®

La distribucion del proceso de particiéon para las variables respuesta y predictoras
como se ilustra a continuacion en las siguiente Tabla (4-4) y Tabla (4-5), presentan la
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misma proporcién para cada una de sus categorias de acuerdo con los porcentajes de
entrenamiento y validacion:

Tabla 4-4: Proporcién de la particion Variables Respuesta.

Variable 3 Niveles Total | Train | Test
Clas.Riesgo 11.983 9586 2397
Particién 100 % 80 % 20 %
1 7830 6264 1566

1 3903 3122 781

3 250 200 50
Variable 2 Niveles | Total | Train | Test
Impago 11.983 9586 2397
Particién 100 % 80 % 20 %
0 9988 7990 1998

1 1995 1596 399

Tabla 4-5: Proporcién de la particion Variables predictoras.

Variable Total | Train | Test Variable Total | Train | Test
Mora-Actual 11.983 9586 2397 PI-indv 11.983 9586 2397
Particién 100 % 80 % 20 % Particiéon 100 % 80 % 20%
Corriente 8876 7114 1762 0% 10162 8117 2045

1-30 1821 1440 381 1% 77 62 15
31-60 320 267 53 1% 1532 1241 291
61-90 105 80 25 2% 97 74 23

91-120 69 50 19 20 % 1 1 0

121-150 43 29 14 31% 45 33 12

151-180 29 23 6 56 % 1 0 1

181-210 26 23 3 100 % 68 58 10

211-240 25 17 8 SECTOR 11983 9586 2397

241-270 25 22 3 Particién 100 % 80 % 20 %

271-300 16 14 2 Comercio 2866 2301 565

301-330 21 14 7 Manufactura 4015 3197 818

331-360 16 14 2 Servicios 5102 4088 1014

361-720 115 94 21 BURO 11983 9586 2397
721-1080 75 64 11 Particién 100 % 80 % 20 %

MAYOR 1081 401 321 80 Nivel 1 9181 7328 1853
Arbol de clasif | 11.983 | 9586 | 2397 || Nivel 2 1429 1151 278
Particiéon 100 % 80 % 20 % Nivel 3 1373 1107 266

Nivel 1 5057 4027 1030 Tamano Empresa 11983 9586 2397

Nivel 2 25 22 3 Particién 100 % 80 % 20 %

Nivel 3 434 354 80 Grande 1266 1010 256

Nivel 4 332 261 71 Mediana 2031 1619 412

Nivel 5 69 55 14 Pequena 4371 3502 869

Nivel 6 1374 1115 259 Microempresa 4315 3455 860

4.3. Modelo logistico binomial sin balanceo de datos

El objetivo serd inicialmente analizar como son los resultados de implementacién del
modelo logistico, sin la metodologia de balanceo para la base de datos y considerando
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las variables predictoras que fueron identificadas con los métodos de seleccién. Para
ajustar el modelo logistico multiple con la respuesta de tipo dicétoma Impago, hacemos
uso de la funcién “glm” correspondiente a modelos lineales generalizados, y delimitamos
el uso para la aplicaciéon del modelo binomial, indicando en el parametro “family”, el
modelo requerido.

El modelo GLM ajusta la variable respuesta en términos de una funcién de enlace, los
coeficientes del modelo logit se interpretan como el logaritmo de la razén de posibili-

dades:

Tabla 4-6: Modelo logistico Impago con datos sin balanceo.
Coeficientes Estimacién Error Est Z Valor P Valor Pr(>|z|) Exp(Estim)
(Intercept) -9,616 0,828 -11,609 < 2e-16 oAk 6,7e-05
Act Tot log 0,251 0,031 8,009  1,16e-15 Horox 1,285
Arbol Clas2 0,234 0,102 2,305 0,021 * 1,264
Arbol Clas3 0,835 0,199 4,19 0 HoHk 0,434
Arbol Clas4 -0,554 0,187 2,961 0,003 *x 0,575
Arbol Clasb 0,556 0,369 1,505 0,132 1,744
Arbol Clasé 0,039 0,12 0,323 0,747 1,04
Buro2 2,016 0,109 18,42 < 2e-16 Hokx 7,508
Buro3 3,209 0,115 27915 < 2e-16 Horx 24,754
Cart total log 0,03 0,007 4,541 0,000006 oAk 1,03
Indice altman -0,053 0,026 -2,082 0,037305 * 0,948
Mora actual 0,369 0,018 20,275 < 2e-16 HoAk 1,446
PI 3,206 0,983 3,262 0,001 *k 24,68
SectorManufactura 0,433 0,115 3,753 0 *oHk 1,542
SectorServicios 0,219 0,115 1,906 0,057 . 1,245
Tam.Empr mediana 0,307 0,175 1,752 0,08 . 1,359
Tam.Empr micro 0,775 0,202 3,845 0 xRk 2,171
Tam.Empr pequena 0,494 0,191 2,586 0,01 Hok 1,639
Fact log -0,032 0,009 -3,559 0 HoHk 0,969

Para la muestra de entrenamiento en la Tabla (4-6), todas las variables resultan ser
significativas en el modelo, puesto que presentan un P — valor < 0,05. De acuerdo
con el resultado del estadistico Z (obtenido como la diferencia entre valor estimado
y cero dividido por la desviacién estandar tal como lo establecen Hogg, McKean, y
Craig (2013) en el Teorema 6.4.1), las variables que mds aportan en el modelo son
las que estan relacionadas con el comportamiento de la cartera, tales como el nivel de
calificacion Burd que evalia el comportamiento de pago a un ano y la Mora actual
que identifica la edad de mora en las que se encuentran las empresas. En términos
generales, las variables que presentan signo positivo, tienen un efecto negativo, puesto
que dan lugar a que el evento de Impago aumente y viceversa.

Por ejemplo, por cada unidad que se incrementa la variable Mora (o Rango de mo-
ra), se espera que el logaritmo de la razén de posibilidad de la variable Impago se
incremente en promedio 0,36918 unidades. En otras palabras, una empresa que pre-
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sente mas nivel de mora, mayor probabilidad de Impago tendra. Al exponenciar los
coeficientes, por cada unidad que se incrementa la variable edad de mora, la razén
de posibilidad de que una empresa entre en Impago se incrementan en promedio 1,45

unidades: e¥36918 =1 45,

Para evaluar la idoneidad del modelo en la Tabla (4-7), se analizan las medidas de
desempeno. Alli cuando comparamos el numero de empresas observadas con la infor-
macién resultante de la prediccién, se obtuvo una capacidad predictiva general del
modelo o Ezactitud del 78 %. De otro lado, la especificidad (proporcién de empresas
que efectivamente no se clasifican en Impago, es del 97,2 %). Sin embargo, la sensibi-
lidad o la capacidad para detectar los empresas que entran en Impago, es del 58,8 %.
En este caso, el valor del umbral o el punto de corte que maximiza la sensibilidad (o
evento de Impago) y minimiza los falsos positivos (especificidad), es del 57,29 %.

Base de datos Sensibilidad Especificidad Exactitud Exactitud_bal
Sin balanceo 0,588 0,972 0,908 0,78

Tabla 4-7: Modelo logistico datos sin balancear.

Todo lo anterior indica, que el modelo sin aplicar métodos de balanceo es moderada-
mente sensible para detectar las empresas que efectivamente entraran en Impago.

4.4. Modelo logistico binomial con métodos de
balanceo

En la base de datos, se tiene un porcentaje de Impago correspondiente al 16,65 % y
del 83,65% de empresas sin Impago. Si bien no se cuenta con problemas graves de
desbalance en el conjunto de datos, es posible que se pueda mejorar la prediccién en
la clasificacion de los datos. A continuacion se aplicaran las metodologias de balance
en la muestra (Submuestreo y Sobremuestreo) y se compararan los resultados.

4.4.1. Modelo con metodologia Submuestreo

Cuando se aplica el modelo logistico binomial con ésta metodologia, disminuye la mues-
tra de la clase minoritaria (Impago).

En la Tabla (4-8), se presenta al igual que el modelo sin balanceo, los mismos signos
en los valores estimados, valor del estadistico Z y valor P de cada variable, pero los
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coeficientes son en la mayoria de las variables mayores. Cuando se comparan los valores
de significancia, las variables como la probabilidad de incumplimiento, sectores a los
que pertenecen las empresas y algunos niveles del arbol de clasificacion, dejan de ser
significativos con P — valor > 0,05. En este caso se corre el riesgo, de que al no ser
una base datos suficientemente grande, se hayan eliminado muestras importantes en el
modelo.

En cuanto a las medidas de desempeno, la Tabla (4-9), muestra con relacién al mo-
delo sin balanceo, que mejoran indicadores como la exactitud y la sensibilidad en un
7,81 % y 30,93 % respectivamente, sin embargo la especificidad, disminuye en un 6,20 %.
También el valor del umbral disminuye y se reubica en este caso en un 34,93 %.

Tabla 4-8: Modelo logistico Impago con datos método Submuestreo.

Coeficientes Estimacién Error Est Z Valor P Valor Pr(>|z|) Exp(Estim)
(Intercept) -8,821 1,294 -6,815 9,41e-12 HoAk 1,48e-04
Act Tot log 0,277 0,049 5,62 1,91e-08 Kok 1,319
Arbol Clas2 0,205 0,149 1,381 0,167 1,228
Arbol Clas3 1,136 0,306 3,712 0 Hokk 0,321
Arbol Clas4 -0,356 0,318 1,118 0,264 0,7
Arbol Clasb 2,182 1,241 1,758 0,079 . 8,864
Arbol Clasé 0,127 0,194 0,658 0,511 1,135
Buro2 2,089 0,17 12,298 < 2e-16 Hkx 8,077
Buro3 3,343 0,217 15,384 < 2e-16 Hokk 28,304
Cart total log 0,033 0,01 3,342 0,001 HoAk 1,034
indice altman -0,088 0,039 -2,257 0,024 * 0,916
Mora actual 0,593 0,065 9,127 < 2e-16 Hokk 1,809
PI 5,455 3,904 1,397 0,162 233,925
SectorManufactura 0,303 0,169 1,791 0,073 . 1,354
SectorServicios 0,08 0,168 0,479 0,632 1,083
Tam.Empr mediana 0,607 0,268 2,268 0,023 * 1,835
Tam.Empr micro 1,007 0,317 3,178 0,001 *x 2,737
Tam.Empr pequefa 0,744 0,206 2,512 0,012 * 2,104
Fact log -0,033 0,014 -2,379 0,017 * 0,968

Base de datos Sensibilidad Especificidad Exactitud Exactitud_bal
Submuestreo 0,771 0,912 0,842 0,842

Tabla 4-9: Modelo logistico datos con método Submuestreo.

4.4.2. Modelo con metodologia Sobremuestreo

Cuando se aplica el modelo logistico binomial con la metodologia de Sobremuestreo,
incrementa la muestra con base a la clase mayoritaria No Impago. Al comparar los
resultados con los modelos anteriores, se observa en la Tabla (4-10), valores de los
coeficientes muy parecidos al modelo sin balanceo, en la mayoria de los casos un poco
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mayores, donde el efecto en el incremento de alguna de las variables, también incre-
menta los casos de Impago. En este modelo a diferencia del modelo con balanceo
Submuestreo, todas las variables presentan un nivel de significancia importante, con

P —wvalor <0,05.

En cuanto a las medidas de desempeno del modelo, la Tabla (4-11) presenta para
los indicadores exactitud y la sensibilidad, mejores resultados respecto al modelo sin
balanceo y que la metodologfa anterior. Ambos aumentaron en un 8,57 % y 35 % res-

pectivamente. El valor del umbral en este caso es del 37,60 %.

Tabla 4-10: Modelo logistico Impago con datos método sobremuestreo.
Coeficientes Estimacién Error Est Z Valor P Valor Pr(>|z|) Exp(Estim)
(Intercept) -8,432 0,555 -15,199 < 2e-16 Hokx 2,18e-04
Act Tot log 0,268 0,021 12,682 < 2e-16 Horx 1,307
Arbol Clas2 0,178 0,063 2,808 0,004981 *k 1,195
Arbol Clas3 -1,023 0,134 -7,626 2,43e-14 i 0,36
Arbol Clas4 -0,503 0,14 -3,586 0,000335 Hokx 0,605
Arbol Class 1,393 0,345 4,043 0,0000528 Hokx 4,027
Arbol Clas6 0,111 0,085 1,305 0,19178 1,117
Buro2 2,03 0,075 27,22 < 20-16 Hork 7,614
Buro3 3,255 0,092 35,436 < 2e-16 Hokx 25,92
Cart total log 0,029 0,004 6,745 1,53¢-11 Horox 1,029
fndice altman -0,065 0,017 3828 0,000129 Horx 0,937
Mora actual 0,463 0,023 19,964 2e-16 Hokx 1,589
PI 3,545 1,091 3,249 0,001159 Hk 34,64
SectorManufac 0,476 0,073 6,493 8,42e-11 HoAx 1,61
SectorServicios 0,192 0,073 2,646 0,008141 *k 1,212
Tam.Empr.media 0,377 0,115 3,289 0,001007 ok 1,458
Tam.Empr.micro 0,771 0,134 5,739 9,56-09 Hohx 2,162
Tam.Empr.peq 0,46 0,126 3,664 0,000248 HoHk 1,584
Fact log 0,022 0,006 23,928 0,0000858 Horx 0,978

Base de datos

Sensibilidad Especificidad Exactitud Exactitud_bal

Sobremuestreo

0,795

0,899

0,848

0,848

Tabla 4-11: Modelo logistico datos con método Sobremuestreo.

El indicador de Fzactitud o AUC, presenta en la Tabla (4-11) un porcentaje muy simi-
lar al obtenido en la metodologia de Sobremuestreo 84,8 %, pero en esta oportunidad
el modelo es més sensible en la prediccién para detectar el Impago en las empresas.
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4.4.3. Modelo Multinomial con variable respuesta Clasificacion
de riesgo

En éste caso se mide la capacidad de clasificacion del modelo multinomial, con la va-
riable de 3 escalas de Clasificacion de riesgo. Recordemos que dicha variable tiene las
siguiente clasificacion: Riesgo Bajo, codificado con (1), Riesgo Bajo, codificado con (2)
y Riesgo Alto, codificado con (3).

La regresion logistica multinomial, se lleva a cabo cuando la variable respuesta es nomi-
nal con mas de dos niveles, midiendo el efecto de los predictores sobre la probabilidad
de éxito en cada categoria, en comparacion con la categoria de referencia. La categoria
de referencia corresponde al Riesgo bajo, codificado como (1).

Las probabilidades se obtienen de la siguiente manera:

m = Riesgo Medio
Log.mult =1 = 4-1
os-mt o8 ( 7 = Riesgo Bajo v ) ’ (+1)
m = Riesgo Alto
Log.mult =1 = . 4-2
os-mt o8 (7r = Riesgo Bajo v ) (+2)

El resumen del modelo, presenta una columna de coeficientes y otro correspondiente
a los errores estandar. Cada columna tiene una fila de valores correspondientes a una
ecuacién modelo.

En la salida del resumen del modelo, la columna de coeficientes, muestran para la
primera fila, la comparacién del riesgo Medio con el riesgo de referencia que en éste
caso corresponde al (Riesgo Bajo) y en la segunda fila el Riesgo Alto con la linea base
(Riesgo Bajo). En la mayoria de los casos, dichos valores son mayores en el nivel de
riesgo 3.

Los resultados en la Tabla (4-12), no muestran el resultado de los coeficientes para el
nivel de referencia. Cada coeficiente muestra las pendientes de las regresiones logisticas
de cada variable, respecto a dicho nivel de referencia. Sin embargo en el intercepto,
se incluye el logit del nivel de referencia 1 (riesgo bajo) de las variables predictoras,
lo anterior significa que los demas coeficientes expresan los diferenciales del logit en
los otros dos niveles de cada variable predictora. En cuanto al estimador Residual
Deviance: 7143, 182, indica que el resultado de este valor dividido entre dos, es decir
3571,59, corresponde al historial de iteraciones del modelo.
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Al igual que en el modelo logistico, los coeficientes que presentan signos positivos,
influyen negativamente en la escala de riesgo que tendra la empresa, cuando aumenten
unidades de dichas variables, la escala de riesgo podra estar en Riesgo Medio (2), o
en Riesgo Alto (3). Para las variables que presentan coeficientes con signos negativos,
un aumento de unidades en dicha variable, influird en que la escala de riesgo para la
empresa sea mejor, pasando de Riesgo Alto a medio, o de Riesgo Alto a riesgo bajo
segun el caso.

Por ejemplo, para la variable probabilidad de incumplimiento, un aumento en una
unidad de dicha variable, aumentara 13,52714 el logit de que la empresa se encuentre
en el Riesgo Medio, respecto al riesgo Bajo. De manera analoga, aumentar una unidad
de la variable probabilidad de incumplimiento, aumenta en 21, 77802 el logit de que la
empresa se encuentre en el Riesgo Alto, respecto al riesgo Bajo.

Ahora si interpretamos el riesgo relativo por medio del inverso de los logs, se tendra
por ejemplo en la variable indice Altman la siguiente interpretacion: El riesgo relativo
de que la empresa, se encuentre en riesgo medio versus en riesgo Alto, por una unidad
que incremente el indicador Altman, es 0,25744403. Para el caso de la variable edad
de mora, el valor exponencial de su coeficiente es de e(®09772927) — 1 0077, lo significa
que por cada incremento en una unidad de la edad de mora que presente la empresa,
la posibilidad de que esté en riesgo medio en lugar de un riesgo bajo se incrementa un
0,0077, manteniendo las deméas variables constantes.

A continuacién se expone la significancia de las variables en el modelo. De acuerdo con
los resultados de los valores P: Activos totales, cartera total, mora actual y algunos
niveles del arbol de clasificacion y tamano de las empresas, dejan de ser significativos
si comparamos con los modelos anteriores.
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Tabla 4-12: Modelo Multinomial con variable clasificacion de riesgo.

Estimacién Error Estdndar
2 3 2 3
(Intercept) 1,111371 -1,822048 0,6850201 1,7934201
Act Tot log 0,002637145  0,011888589 0,02624665 0,06751081
Arbol Clas2 -0,03456075 -0,19506227 0,07821092 0,21884487
Arbol Clas3 0,560742 -0,5049864 0,2057594 0,7512474
Arbol Clas4 0,8195046 1,1495027 0,2031672 0,4157228
Arbol Clas5 1,120205 1,449137 0,3960932 0,7829952
Arbol Clasé 1,190465 1,124732 0,1135195 0,2660763
Buro2 0,6009153 0,3288897 0,1234285 0,3250501
Buro3 2,247986 2,735333 0,1290573 0,2859084
Cart total log 0,004257361  0,015312907 0,005667441  0,015437803
indice altman -1,356953 -3,874118 0,02749374 0,27166246
Mora actual 0,007729274  -0,005083344 0,01137942 0,02603391
PI 13,52714 21,77802 2,744184 2,874818
SectorManufactura 0,2984479 0,1241063 0,09146838 0,26283394
SectorServicios -0,2988276 -0,5073623 0,08876448 0,25613685
Tam.Empr mediana 0,2647423 0,7455968 0,1550197 0,5002351
Tam.Empr micro 1,126588 2,22175 0,1757293 0,5201492
Tam.Empr pequena 0,6481281 1,1558177 0,1666686 0,5166714
Fact log -0,0215595 -0,06219291 0,007904792  0,024071857

Tabla 4-13: Modelo Multinomial con variable Clasificacién de riesgo - valores P.

Puntuacién Z Valores P

2 3 2 3 2 3
(Intercept) 3,039 0,162 0 0 Hkk ok
Act Tot log 1,003 1,012 0,92 0,86
Arbol Clas2 0,966 0,823 0,659 0,373
Arbol Clas3 1,752 0,604 0,006 0,501 HoAK
Arbol Clas4 2,269 3,157 0 0,006 oIk ok
Arbol Clas5 3,065 4,259 0,005 0,064 *k ok
Arbol Clas6 3,289 3,079 0 0 R Rk
Buro2 1,824 1,389 0 0,312 o
Buro3 9,469 15,415 0 0 R Rk
Cart total log 1,004 1,015 0,453 0,321
indice altman 0,257 0,021 0 0 ok otk
Mora actual 1,008 0,995 0,497 0,845
PI 749480,8  2871263620,8 0 0 HokE Rk
SectorManufactura 1,348 1,132 0,106 0,31
SectorServicios 0,742 0,602 0,001 0,637 *oHk
Tam.Empr mediana 1,303 2,108 0,001 0,048 HoAK Hok
Tam.Empr micro 3,085 9,223 0,088 0,136 *
Tam.Empr pequeiia 1,912 3,177 0 0,025 R R
Fact log 0,979 0,94 0,006 0,01 HoHk koK

La Tabla (4-14) y Tabla (4-15), corresponden a las matrices de confusién de los datos
de entrenamiento y testeo respectivamente.
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1 2 3
1 5649 615 O
2 757 2355 10
3 0 168 32

Tabla 4-14: Matriz de confusion modelo Multinomial, Datos entrenamiento.

1 2 3
1 1398 168 0
2 195 585 1
3 0 45 5

Tabla 4-15: Matriz de confusion modelo Multinomial, Datos testeo.

Ahora bien, con el fin de poder comparar los modelos aplicados para la variable res-
puesta de tres niveles, también se tiene en cuenta las mediciones de prediccién general,
y las métricas de sensibilidad y especificidad. Para el modelo en la Tabla (4-12), el
indicador AUC o prediccién general del modelo, corresponde a un 83 % tanto en la
base de datos de entrenamiento como la de testeo.

Como se trata de un modelo politémico o cuya variable respuesta presenta més de
tres niveles de clasificacién, la Tabla (4-16) referencia los porcentajes de sensibilidad
(1), sensibilidad (2), sensibilidad (3) y sensibilidad promedio, correspondientes a las
Escalas de riesgo (1,2 y 3), respectivamente. No se puede calcular un indicador general
de sensibilidad para el modelo, pero se considera el promedio de los anteriores, con
el fin de homologar a un indicador de sensibilidad general. De igual manera la Tabla
(4-17), presenta el mismo esquema para la especificidad en funcién de los 3 niveles de
riesgo.

Base de datos Sensibilidad (1) Sensibilidad (2) Sensibilidad (3) Prom Sensibilidad

Multin train 0,88 0,75 0,76 0,80

Multin test 0,88 0,73 0,83 0,815

Tabla 4-16: Sensibilidad modelo Multinomial.

Base de datos Especificidad (1) Especificidad (2) Especificidad (3) Prom Especif
Multin train 0,81 0,88 0,98 0,89
Multin test 0,79 0,88 0,98 0,88

Tabla 4-17: Especificidad modelo Multinomial.
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Los porcentajes anteriores son importantes, teniendo en cuenta que en esta variable
respuesta presentaba muy poca informacién para la prediccién de la escala C (Corres-
pondiente al Riesgo Alto). Ver Tabla (4-16).

Clasificacién  Cantidad %

1 7830 65,34%
2 3903 2157%
3 250 2,09 %

Tabla 4-18: Clasificacién de Riesgo en tres escalas.

4.4.4. Modelo Multinomial ordinal con variable respuesta
Clasificacion de riesgo

En esta seccion se presenta la capacidad de prediccion aplicando el modelo Multinomial
ordinal, teniendo en cuenta la variable respuesta de clasificacion de riesgo que posee
caracteristicas de escalas secuenciales u ordenadas.

Para construir este modelo, se utilizo la funcién en el software estadistico R “polr - Or-
dered Logistic or Probit Regression”, del paquete MASS (Venables y Ripley, 2002) que
es apropiada para estimar éste tipo de modelos. Se indica el comando “Hess=TRUE”,
para permitir que la salida del modelo muestre la matriz de informacion observada
de la optimizacién que se usa para obtener errores estandar. También es importante
iniciar con la ordenacién de la variable respuesta.

La Tabla (4-19) muestra los resultados estimados de los coeficientes de salida de la
regresion, los cuales van acompanados de sus errores estandar, valores del estadistico
t, estimaciones para las dos intersecciones, desviacion residual y AIC. Al tomar como
ejemplo la variable Cartera total, las probabilidades de que se presente un Riesgo Alto
o Medio frente a un Riesgo “Bajo” son 1,006 veces mayores cuando se da un aumento
en el valor de la cartera total.
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Tabla 4-19: Clasificacién de Riesgo en tres escalas.

Coefficients: Estimate: Exp(Estimate) - OR Std. Error ¢-valor Pr(> |z|)
Act Tot log 0,003 1,003 0,024 0,124 0,902
Arbol Clas2 -0,062 0,94 0,074 0,833 0,405
Arbol Clas3 0,39 1,477 0,19 2,05 0,04 *
Arbol Clas4 0,735 2,085 0,171 4,306  1,7e-05 ***
Arbol Clasb 0,828 2,289 0,316 2,625 0,009 ok
Arbol Clas6 0,92 2,508 0,1 9,231  2,7e-20 ***
Buro2 0,533 1,704 0,113 4,724 2,3e-06  ***
Buro3 1,902 6,701 0,111 17,157  5,60-66  ***
Cart total log 0,006 1,006 0,005 1,216 0,224
indice altman -1,332 0,264 0,025 -52,909 0 roxk
Mora actual 0,006 1,006 0,01 0,642 0,521

PI 5,233 187,285 0,381 13,727 Te-43 ok
SectorManufactura 0,244 1,277 0,085 2,867 0,004 HoA*
SectorServicios -0,254 0,776 0,083 -3,049 0,002 Hokx
Tam.Empr mediana 0,272 1,312 0,145 1,871 0,061 *
Tam.Empr micro 1,091 2,978 0,163 6,695 2,2e-11  *F¥*
Tam.Empr pequena 0,603 1,827 0,155 3,882 0 ok
Fact log -0,015 0,985 0,007 -2,228 0,026 HoAk
12 11,212 0,298 0,629 21,927 0,054 %
2|3 4,294 73,258 0,637 6,738 1,6e-11  ***

Para analizar la prediccion del modelo y comparar més adelante los indicadores de AUC
(Exactitud), sensibilidad y especificidad, obtenemos en la Tabla (4-20) y Tabla (4-21),
las matrices de confusién de los datos de entrenamiento y testeo respectivamente para
el modelo multinomial ordinal. El nivel de prediccién general del presente modelo,
arroja un valor de muy similar al modelo Multinomial, y corresponde a un 83,74 %.

1 2 3
1 5587 698 0
2 677 2401 160
3 0 23 40

Tabla 4-20: Matriz de confusién modelo Multinomial Ordinal, Datos entrenamiento.

1 2 3
1 1387 180 O
2 179 598 45
3 0 3 5

Tabla 4-21: Matriz de confusién modelo Multinomial Ordinal, Datos testeo.

Algo similar sucede con el indicador de sensibilidad para clase 1 y 2 que son ligeramente
mads altos en un 1%. Sin embargo llama la atencién como para la clase 3, el modelo
es poco sensible para predecir las empresas que realmente entran en la clase de Riesgo

Alto, Tabla (4-22).
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Base de datos Sensibilidad (1) Sensibilidad (2) Sensibilidad (3) Prom Especif
Multin train 0,90 0,77 0,2 0,62
Multin test 0,89 0,77 0,1 0,58

Tabla 4-22: Sensibilidad modelo Multinomial Ordinal.

Para el caso de la especificidad, el modelo ordinal es capaz de identificar mejor los
verdaderos negativos, ver Tabla (4-23):

Base de datos  Especificidad (1) Especificidad (2) Especificidad (3) Prom Especif
Multin train 0,80 0,87 0,99 0,89
Multin test 0,79 0,86 0,99 0,88

Tabla 4-23: Especificidad modelo Multinomial.

4.4.5. Modelo maquinas de soporte con variable respuesta
dicétoma

Modelo maquinas de soporte para Impago con datos balanceados

Retomando los porcentajes que se consideraron para la base de datos de entrenamiento
80 % y de testeo 20 %, se inicia con la ejecucién del modelo, sobre las bases de datos
balanceadas con submuestreo y sobremuestreo, que como vimos en la seccion del modelo
(4) logistico binomial, fueron los que mayor porcentaje arrojaron para indicadores como
Exactitud, Especificidad y Sensibilidad.

Teniendo en cuenta que de manera apriori no se conocia que tipo de kernel aplicaba
para la base de datos, se utilizaron las opciones que ofrece el paquiete SVM, kernel:
Lineal, Polinomial y radial, con el fin de identificar que tipo de kernel se ajustaba
mejor.

Hiperparametros para datos de Submuestreo y Sobremuestreo

El modelo SVM debe contar inicialmente, con la identificacion de un hiperparametro
C (Costeo), que controle el sesgo-varianza y la capacidad predictiva del modelo, ya que
con ésto se logrard una mejor separacion de las observaciones de manera previa. Para
esto, se utilizd la metodologia de validacién cruzada para definir el mejor valor del
hiperpardmetro y la funcién “tune” del paquete 1071 (Meyer, Dimitriadou, Hornik,
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Weingessel, y Leisch, 2022).

Para el caso de los datos balanceados con el método de Submuestreo, se obtuvo que el
costo con menor error de validacion y dispersion corresponde a un C' = 0,1 y para la
base de datos con el método de Sobremuestreo, el valor fue de C' = 5, ver Tabla (4-24)
y Tabla (4-25).

Cost Error Dispersion
0,001 0,2016866  0,02886589
0,01 0,1640763  0,01665619
0,1 0,1511535  0,01880157
1 0,1515456  0,01941905

5 0,1515456  0,01941905
10 0,1515456  0,01941905
15 0,1515456  0,01941905
20 0,1515456  0,01941905

Tabla 4-24: Hiperpardametro Costo con Submuestreo.

Cost Error Dispersion
0,001 0,1788934  0,01383793
0,01 0,1720124  0,01295159
0,1 0,1630161  0,01255178
1 0,1617646  0,01209798

5 0,1611389  0,0126172
10 0,1612954  0,01237729
15 0,1611389 0,0126172
20 0,1614518  0,01216254

Tabla 4-25: Hiperparametro Costo con Sobremuestreo.

Matrices de confusién para Submuestreo y Sobremuestreo

A continuaciéon se muestra para la base de datos balanceada con Submuestreo y So-
bremuestreo en cada uno de los kernels, el resultado de las matrices de confusion y
métricas de prediccion de exactitud, sensibilidad y especificidad, tal como se observa
en la Tabla (4-26) y Tabla (4-29) respectivamente:



4.4 Modelo logistico binomial con métodos de balanceo 63

Submuestreo

Data de entrenamiento

Data de testeo

0 1 0 1
0 1157 268 0 290 78
1 120 1009 1 29 241

Kernel Lineal

Kernel Lineal

Data de entrenamiento

Data de testeo

0 1 0 1
0 1267 826 0 317 227
1 10 451 1 2 92

Kernel Polinémico

Kernel Polinémico

Data de entrenamiento

Data de testeo

0 1 0 1
0 1183 314 0 294 89
1 9 963 1 25 230

Kernel radial

Kernel radial

Tabla 4-26: Matrices de confusién para todos los kernels - Submuestreo.

Sobremuestreo

Data de entrenamiento

Data de testeo

0 1 0 1
0 5733 1388 0 1432 166
1 659 5004 1 340 1258

Kernel Lineal

Kernel Lineal

Data de entrenamiento

Data de testeo

0 1 0 1
0 5745 1301 0 1424 314
1 647 5091 1 318 1280

Kernel Polinémico

Kernel Polinémico

Data de entrenamiento

Data de testeo

0 1 0 1
0 5745 1301 0 1425 293
1 647 5091 1 173 1305

Kernel radial

Kernel radial

Tabla 4-27: Matrices de confusién para todos los kernels - Sobremuestreo.
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Meétricas de prediccion para Submuestreo y Sobremuestreo

A continuacion se presenta el resumen para la variable respuesta Impago, con los re-
sultados correspondientes a las medidas de clasificacion en cada una de las bases de
datos balanceados y de acuerdo a los diferentes kernels: Lineal, polinomico y Radial,
se muestran en la Tabla (4-28).

Los modelos aplicados a la variable dicotomica Impago presentan los siguientes resul-
tados:

El modelo logistico presenta un nivel de prediccién general (Exactitud) superior al
78 %, incluso si la muestra presenta desbalance en sus clases, sin embargo estima mejor
los verdaderos casos en los que no se presenta el Impago que los verdaderos, lo que
sugiere utilizar las muestras balanceadas que presentan mejor prediccion en los resulta-
dos verdaderos de Impago, que representa una senal més importante para controlarlos.

Los modelos con Submuestreo, predicen mejor el indicador de Especificidad, mientras
que los modelos con Sobremuestreo, presentan mejores porcentajes en los indicadores
de sensibilidad. De los modelos aplicados para la variable Impago, los mejores resulta-
dos se observan en los modelos de maquina de soporte, destacandose el correspondiente
al kernel lineal. Sin embargo no son tan distantes del modelo con Sobremuestreo de la
regresion logistica que presenta igualmente resultados muy aceptables en los indicado-
res de desempeno de sensibilidad, especificidad y Exactitud (AUC).

Modelo Base datos Sensibilidad Especificidad Exactitud
Logistico Sin Balancear 0,5889724 0,9724725 0,7807225
Submuestreo 0,7711599 0,9122257 0,8416928
Sobremuestreo 0,795995 0,8992491 0,847622
SMV Lineal Submuestreo 0,7554859 0,9090909 0,8322884
Sobremuestreo 0,787234 0,8961202 0,8416771
SMYV polinomial Submuestreo 0,7084639 0,9216301 0,815047
Sobremuestreo 0,8035044 0,8911139 0,8473091
Radial Submuestreo 0,7210031 0,9216301 0,8213166
Sobremuestreo 0,8166458 0,8917397 0,8541927

Tabla 4-28: Comparacion diferentes metodologias - SVM - variable Impago.
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4.4.6. Modelo maquinas de soporte con variable respuesta
polic6toma

En esta ocasion se aplica para la variable respuesta Clasificacién de 3 niveles de riesgo,
el modelo de maquinas de soporte.

Partiendo de la misma proporcién definida en los anteriores modelos, se cuenta con
datos de entrenamiento 80 % y de testeo 20 %, respectivamente. Solo que en este caso
dado que no hay posibilidades de balancear los datos, se trabaja con datos estratifica-
dos.

Hiperparametros para datos de clasificacién de escalas de riesgos

Se utiliza por medio del paquete caret (Kuhn, 2021), un método de validacién cruzada
con 10 particiones y 5 repeticiones. De cuerdo con la metodologia, se promedié los va-
lores de Exactitud obtenidos para cada valor del hiperparametro, se identifica cual es
el mejor de los valores mostrados en la Tabla (4-29) y se reajusta el modelo empleando
todas las observaciones de entrenamiento y el mejor valor del hiperparametro.

Los valores C probados a un C' = 10, consigue los mejores resultados con un indicador
de Exactitud de 0.8380549.

Cost Exactitud Kappa
0,001 0,8311066 0,6341593
0,01 0,835676  0,6456975

0,1 0,837554  0,6494058
0,5 0,8379921  0,650509
1 0,8379922  0,6505797

10 0,8380549  0,6507184

Tabla 4-29: Validacion cruzada hiperparamentro con variable de 3 niveles.

Para analizar la predicciéon del modelo y comparar mas adelante los indicadores de
exactitud (AUC), sensibilidad y especificidad, obtenemos en la Tabla (4-34) a la Tabla
(4-35), las matrices de confusién de los datos de entrenamiento y testeo respectiva-
mente, para el modelo de maquinas de soporte politomica con un kernel lineal. En el
eje horizontal se comparan los niveles actuales, versus los predichos en el eje vertical:
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1 2 3
1 5560 644 0
2 704 2468 176
3 0 10 24

Tabla 4-30: (Train) - Matriz de confusion modelo SVM 3 niveles - Kernel lineal.

1 2 3
1 1382 184 O
2 157 624 O
3 0 45 5

Tabla 4-31: (Testeo) - Matriz de confusién modelo SVM 3 niveles - Kernel lineal.

Para un kernel polinomial las matrices son las siguientes:

1 2 3
1 5843 845 0
2 421 2277 154
3 0 0 46

Tabla 4-32: (Train) - Matriz de confusiéon modelo SVM 3 niveles - Kernel polinomial.

1 2 3

1 1430 136 O
241 538 2

3 0 44 6

Tabla 4-33: (Testeo) - Matriz de confusién modelo SVM 3 niveles - Kernel polinomial.

Para un kernel radial las matrices son las siguientes:

1 2 3
1 5718 668 0
2 546 2451 159
3 0 3 41

Tabla 4-34: (Train) - Matriz de confusién modelo SVM 3 niveles - Kernel radial.

1 2 3
1 1402 164 O
2 206 575 1
3 0 41 9

Tabla 4-35: (Testeo) - Matriz de confusién modelo SVM 3 niveles - Kernel radial.
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Medidas de desempeio para variable 3 niveles en SVM

Utilizando la variable respuesta de 3 niveles, se obtuvieron los siguientes resultados
mostrados en la Tabla (4-36). Alli para la variable Clasificacién del Riesgo correspon-
diente a la etiqueta de 3 clases, el nivel de prediccién general es muy similar en todos
los modelos con resultados superiores al 82 %, destacandose el modelo de méquinas
de soporte con Kernel Lineal y el modelo ordinal con un 83,9% y un 83,02 % res-
pectivamente. Sin embargo, para el modelo de maquinas de soporte con kernel lineal,
existen resultados mas estables en todos los niveles de sensibilidad de cada clase, lo
que arroja un promedio en el indicador de sensibilidad bastante aceptable del 87,65 %.
Por su parte los indicadores de especificidad también muestran porcentajes similares
con valor promedio superior al 83,12 % en todos los niveles.

Modelo Sensib (A) Sensib (B) Sensib (C) Prom.sens Exactitud

Multinomial 0,8776 0,7331 0,8333 0,8147 0.8294

Ordinal 0,8857 0,7657 0,1 0.5838 0.8302

SMYV.lineal 0,898 0,7315 1 0.8765 0.8390

SMV.polinomial 0,8558 0,7493 0,75 0.7850 0.8235

SMYV.radial 0,8724 0,7372 0,9 0.8365 0.8285
Especif (A) Especif (B) Especif (C) Promedio.Esp

Multinomial 0,791 0,8774 0,9812 0,8832

Ordinal 0,7834 0,8614 0,9987 0,8812

SMYV .lineal 0,7855 0,8983 0,9812 0,8884

SMV.polinomial  0,8127 0,8553 0,9816 0,8832

SMYV.radial 0,7924 0,8726 0,9828 0,8826

Tabla 4-36: Comparacion diferentes metodologias - SVM - variable Impago.

Como se observa, tanto para la variable dicotémica Impago como para la variable de 3
niveles correspondiente a la clasificacién de riesgo, se obtuvieron medidas de desempeno
con buena prediccion general en la mayoria de los modelos. Estos mejoran en el caso
de variable Impago para los indicadores de sensibilidad cuando se aplica el balanceo de
la muestra con Sobremuestreo. Para el caso de la variable de Clasificacion de Riesgo
que es de tres clases, la medida general de aciertos Exactitud, estd por encima del
82 %. Alli el modelo aplicado con méquinas de soporte con kernel lineal presenté un
indicador de sensibilidad mas alto en comparacion con las otras metodologias.



5 Conclusiones y recomendaciones

Proponer una metodologia para clasificar el riesgo de crédito, permitioé no solo explorar
alternativas desde las metodologias de clasificacion estadistica, sino también poder de-
terminar por medio de los analisis descriptivos que tanta relaciéon hay entre la variable
respuesta y sus variables explicativas. Es importante que exista una buena conexion
entre éstas, para que los resultados sean congruentes y haya un buen punto de partida
en el andlisis.

Para la variable dicotoma Impago, todos los modelos de clasificacion presentaron una
exactitud general por encima del 78 %, siendo menor el resultado en el modelo logisti-
co sin datos balanceados. Este tiltimo un modelo fue poco sensible para identificar los
casos de las empresas que realmente entran en Impago, con un 58 %.

Al aplicar las metodologias de balanceo sobre la variable Impago, tales como Sobre-
muestreo o Submuestreo, éstas arrojaron indicadores muy buenos no solo en la pre-
diccion general, sino también en medidas como la sensibilidad con un porcentaje de
alrededor del 80 %.

Asi mismo, al aplicar metodologias no supervisadas como maquinas de soporte vecto-
rial, también se obtuvieron resultados muy altos superiores al 88 %, tanto para las bases
de datos balanceados con Submuestreo como Sobremuestreo. Los modelos con Sobre-
muestreo se destacan en indicadores de sensibilidad identificando mejor la presencia
del Impago, por su parte los modelos con Submuestreo predicen mejor los verdaderos
negativos o con No Impago

Para el caso de la variable de tres niveles correspondiente a la clasificaciéon de Riesgo
de Crédito, la escala de riesgo alto solo participaba con un 2% en el total de los datos.
Sin embargo, no se pudo obtener opciones claras en la literatura, para el balanceo de
datos con méas de dos escalas en la variable respuesta. Los modelos de clasificacién
Multinomial, Multinomial ordinal, y maquinas de soporte, presentaron porcentajes de
clasificacién general superiores al 82%. En el caso del modelo Multinomial ordinal,
presentaron una baja sensibilidad en la deteccién de los casos reales de deterioro en
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las empresas para la escala de Riesgo alto.

Meétricas, para identificar el poder de clasificacion de los modelos, para variables po-
litomicas, no son muy usuales en la literatura, pero permiten lograr alternativas de
comparacion con los modelos de dos repuestas. Aunque se puede lograr un indicador
de exactitud general para los modelos de dos y tres respuestas, indicadores como la sen-
sibilidad y Especificidad se obtienen en el caso de la variable respuesta de tres niveles
por cada una de las categorias, lo que no permite de manera técnica una comparacion
con los resultados obtenidos de una variable de dos niveles. Se opto finalmente por
tomar el promedio de la sensibilidad y especificidad de la variable respuesta de riesgo
en tres niveles.

Cada uno de los modelos, presentan ventajas y desventajas en los resultados, al final
se deben ponderar elementos de tiempo de procesamiento, facilidad en la obtencién
de los datos y evitar posibles sobreajustes. Aunque modelos de tipo no supervisados
obtuvieron mejores resultados, el tiempo de procesamiento puede significar un elemen-
to de decisién para optar por modelos como el modelo logistico binomial con datos
balanceados - Sobremuestreo, que permitié obtener los resultados en la clasificacion y
cuyas variables resultaron significativas de manera importante. Adicionalmente mode-
los no supervisados, no permiten analizar de manera clara la influencia de las variables
predictoras.

Un trabajo posterior importante para los modelos logisticos serd la aplicaciéon de tablas
de desempeno en la identificacion de las empresas con impago o no, con el fin de
poder obtener las clasificaciones en escala de mas de dos niveles y lograr una mayor
segmentacion de los resultados.
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