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Resumen

El complejo Mycobacterium tuberculosis es un grupo de agentes patogenicos caracteriza-
dos principalmente por causar tuberculosis en distintos animales. En la actualidad métodos
mas eficientes y efectivos para identificar el patdogeno a nivel de especie son requeridos to-

mando provecho de los datos obtenidos por técnicas de secuenciamiento de genoma completo.

A lo largo de este trabajo se expone una manera distinta para abarcar el problema de
identificacién de genomas como uno de clasificacién en el area de aprendizaje de maquina,
agregando pasos adicionales en comparacion con los pipelines de preprocesamiento actuales
e incluyendo regiones intergénicas para de esta manera abarcar el total de la informacién
gendmica en cada muestra. Adicionalmente, un conjunto de genomas del género Mycobacte-
rium fue seleccionado para entrenar el modelo y de esta manera identificar las diferencias
mas relevantes a través de una busqueda de homologia y construir una representacion del
genoma a partir de agrupamientos iterativos y con indices de variablidad fijos que permitie-

ran visualizar grupos de secuencias candidatas para la diferenciacion.

Entre los resultados del presente trabajo se entrené un modelo que establece un conjunto de
secuencias representativas por su caracter discriminatorio y que sugieren una firma a partir
de la comparacion entre dos grupos de especies, ademas de permitir asignar nuevas muestras
a una de las dos categorias taxonomicas de interés basada en sus agrupaciones de secuencias
de ADN més relevantes. También se construyé una nueva herramienta de evaluacién para los
métodos in silico actuales basados en técnicas de tipificacién, obteniendo mejores métricas

para la clasificacion al utilizar la implementacion resultante del presente trabajo.

Palabras clave: Genomica Comparativa, Secuenciamiento de Genoma completo,Agrupamiento

de secuencias, Aprendizaje de Maquina , Bioinformatica.



Abstract

The Mycobacterium tuberculosis Complex is a pathogenic agent group, characterized by
being the cause of tuberculosis disease in different animals. Nowadays, more efficient and
effective methods to identify the pathogen at the species level are required, taking advantage

of the data obtained by Whole-genome sequencing techniques.

The target of this study is to expose a different way to face the problem of genome identi-
fication dealing with it as one of classification in the Machine learning area, but including
additional steps in comparison with the current preprocessing pipelines, mainly including
intergenic regions to cover the total of the genomic information for each sample. Additio-
nally, a sample of genomes of the Mycobacterium genus was selected to train the model and
in this way to identify the most relevant differences through homology search and building
a genome representation based on iterative clustering with fixed variable indices that allows

to visualize groups of candidate sequences for differentiation.

Among the results of this work, a model that establishes a set of representative sequences by
their discriminative power suggests a signature from the comparison between two groups of
species, and allows to assign new samples to one of the taxonomic categories of interest and
based on their DNA clusters more relevant. Additionally, a new evaluation tool to compare
the current in silico typing methods was built, obtaining better metrics for the classification

with the implementation resulting from this work.

Keywords: Comparative Genomics, Whole Genome sequencing, sequence clustering,

Machine learning , Bioinformatics.
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1. Introduccion

Teniendo en cuenta el crecimiento permanente de los datos obtenidos por técnicas de se-
cuenciamiento de nueva generacion y su disponibilidad en bases de datos publicas [6], se han
podido enfocar nuevos andlisis utilizando herramientas computacionales para extraer infor-
macion reveladora sobre importantes caracteristicas codificadas en los genomas de especies
patogénicas.[2]. Actualmente el género taxénomico de las Mycobacterium es de alto interés
epidemioldgico ya que reune variedad de especies con diferentes caracteristicas de virulencia
y patogenicidad, teniendo entre las mas destacadas el Complejo Mycobacterium tuberculosis

(MTBC), Mycobacterium leprae y Mycobacterium ulcerans

Para el caso del presente estudio, el interés se centré en el complejo MTBC, caracterizado
por ser un conjunto de especies de bacterias muy relacionadas que ocasionan la tuberculosis
en distintos animales, una enfermedad infecciosa que puede llegar a ser mortal para quien la
padece. En el caso de los humanos la especie que predomina es Mycobacterium tuberculosis
y a través de los anos diferentes técnicas moleculares y sus replicaciones metodologicas de
manera in silico han procurado por medio de la genotipificacion elucidar los origenes y fac-

tores relevantes para su control[8].

Sin embargo estudios recientes han concluido que la mayoria de estas técnicas ain no son
suficientes para discriminar nuevas muestras a nivel de especie ya que cada técnica presen-
ta ciertos beneficios sobre otra en determinado complejo o grupo de subespecies pero que
existe aun necesidad de estandarizar la tipificacién sobre el género [26], y las secuencias de

genoma completo se presentan actualmente como el suministro de datos con el potencial de
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discriminacién requerido[45]

La comparacion de genoma completo es posible realizarla in silico con el fin de descubrir la
presencia de secuencias hipotéticamente conservadas a partir de una medida como la iden-
tidad [40]. La construccién de grupos de secuencias a partir de su variabilidad genética se
ha estudiado desde el enfoque de anélisis pangenomico, el cual pretende ser usado como una
herramienta que redefina las especies patogénicas a partir de la totalidad de familias de genes
identificadas en una especie y a partir de su presencia en determinado taxon para resaltar las
regiones del genoma que permitan construir un modelo de tipificacion. Las herramientas y
metodologias actuales se han enfocado en la descripcion de genes y regiones de los genomas

con capacidad de discriminacién conocida [58].

Algunas de estas comparaciones toman ventaja de los procesos de prediccién de genes, los
cuales hoy en dia son efectuados utilizando estrategias computacionales con buen rendimien-
to a nivel bacterial [25]. Adicionalmente y como complemento a estas técnicas es posible
realizar la inferencia hipotética de homologia a través de la identidad entre secuencias y

usando métodos de agrupamiento la posibilidad de deducir las posibles familias. [34]

En el presente trabajo se extendio la anterior metodologia utilizando las regiones entre los
genes predichos, para de esta manera extender la estrategia comparativa propuesta a la to-
talidad del genoma secuenciado, brindando la capacidad de identificar secuencias de ADN
como potenciales marcadores de acuerdo a su poderio discriminatorio a un nivel que diferen-
cie entre especies y de esta manera abrir la posibilidad de entrenar un modelo computacional

que prediga o etiquete a la cual pertenece una muestra determinada.

Estas secuencias candidatas se obtienen gracias al flujo conectado de técnicas y algoritmos
aplicados previamente en el drea de descubrimiento de patrones sobre grandes cantidades
de datos para la generacién de informacion, ademas de incluir métodos del aprendizaje de

maquina por ser una rama que soporta y escala apropiadamente los permanentes retos que se



puedan generar por el continuo crecimiento de los datos genémicos, extrayendo conocimiento

y resolviendo preguntas de cardcter bioldgico. [54]

Una herramienta como la propuesta en este trabajo es la muestra que las capacidades compu-
tacionales generan nuevas alternativas para comparar y potenciar metodologias de labora-
torio incluyendo mayor cantidad de informacion y abarcando regiones que antes no era
posible analizar eficientemente [46], ademas de incluir resultados de distintos procesos de
manera automatizada generando mayor efectividad para experimentar, replicar y permitir
nuevas iteraciones para el mismo u otros dominios de conocimiento, simplemente ajustan-

do los parametros ingresados para la obtencién de mejores resultados de acuerdo al problema.

Las potenciales aplicaciones para esta metodologia y sus resultados se encuentran en el area
de la salud, principalmente a nivel epidemiolégico, ya que de los resultados se obtienen
regiones dentro del genoma que en laboratorios de microbiologia pueden analizarse con ma-
yor profundidad generando nuevas alternativas para realizar un diagnéstico mas preciso y

establecer posibles blancos de tratamiento para los pacientes [55].



2. Problema de investigacion

La tuberculosis (TB) es una enfermedad infecciosa causada principalmente por la bacteria
Mycobacterium tuberculosis, situada actualmente entre las enfermedades mortales de mayor
importancia a nivel mundial y tratada como un problema serio de salud publica, ya que los
esfuerzos para controlarla han sido infructuosos por dificultades con el diagnéstico, preven-
cién y tratamiento. Se estima que un tercio de la poblacién es portadora de la bacteria y que
durante un largo periodo de tiempo no presentan sintomas, pero corren un riesgo del 10 %
de desarrollar la enfermedad. Actualmente su crecimiento en resistencia a antibidticos es una
amenaza constante y requiere esfuerzos en investigacion aprovechando las nuevas tecnologias
de obtencion de informacién masiva (genémica), asi como la aplicaciéon de métodos novedosos
de analisis computacional para mejorar el tratamiento oportuno y alcanzar la erradicacion

de la enfermedad [42].

A partir de los nuevos métodos de secuenciamiento se ha podido obtener una mayor cantidad
de informacién sobre las cadenas fundamentales de ADN que describen a los seres vivos, en
tiempos y costos mucho menores, lo que ha ocasionado que se vuelva una necesidad im-
portante el analisis e investigacion sobre cada una de las secuencias, particularmente sobre
las bacterias [37], haciendo uso principalmente y aprovechando el desarrollo permanente de
técnicas aplicadas a ensamblaje, ordenamiento de contigs, anotaciones de genes, compara-

cién gendémica y extracciéon de informacion a partir de la adaptacién de estas [15].

La genomica comparativa surge como una importante area de estudio y es un término en

constante evolucion que definido por comparaciones dentro y entre especies al nivel de ge-



nomas donde constantemente se han producido algoritmos para solucionar lor problemas
asociados principalmente a la asignacion de homologias, ortologias, deteccion de regiones
conservadas, detecciéon de grupos y familias de genes, alineaciones muiltiples de genomas,
analisis de reordenamiento, deteccion de sintenias y reconstruccién de arboles filogenéticos.

[59]

Con el avance en la solucién de estos problemas y el incremento en la automatizacién de
nuevos analisis a través de la bioinforméatica surgen nuevas herramientas y metodologias que
facilitan la extraccién de informacion, con resultados aplicados directamente en reconstruc-
ciones del arbol de la vida, descubrimiento de blancos para la creaciéon de nuevos farmacos,
anotaciones a través de prediccion de proteinas hipotéticas, descubrimiento de motivos, re-

giones no codificantes, y dindmica de genomas [4].

La identificacion y clasificacion de las especies a nivel de genotipo se ha venido estudiando
a partir de técnicas sobre regiones especificas del genoma, tal como la basada en ARN ri-
bosémico 16s (16s rRNA: 16S ribosomal RNA), que por més de 30 anos se establecié como
el estandar en la clasificacién de procariotas [56], debido a su naturaleza de conservacion
distinta entre géneros, pero que al utilizarlo para resolver el problema de diferenciacién den-
tro de las especies en un mismo género su nivel de discriminacién se vuelve inefectivo [22].
Nuevas técnicas de tipificacion se han planteado para intentar resolver el problema, entre
ellas multilocus de secuencias (MLTS: Multilocus Sequence Typing), cuya idea se basa en
crear ditintos perfiles a partir de la alta variacién en 6 o 7 genes constitutivos [39], esta ha
permitido ser la base para identificacién entre especies microbianas [21], pero también se
ha comprobado que no provee la resolucién suficiente para discriminar bacterias altamente

relacionadas [1]).

Para el caso de MTBC, las técnicas estudiadas han tomado parte en ampliar el conjunto de
genes para la construccién de perfiles alélicos a mayor escala [32], junto con la integracién de

variaciones tales como polimorfismos de nucleétido simple (SNP) y que sugieran soluciones



6 2 Problema de investigacién

robustas para alcanzar mayores niveles de resolucion en la clasificacién taxénomica de los
diferentes linajes [11]. Atun asi, no existe un estdndar, pues ningiin método ha demostrado
ser superior en términos de efectividad sobre cualquiera de los otros para la totalidad de los

casos [26].

En los ultimos anos, con el aprovechamiento de los nuevos métodos de secuenciamiento
se obtiene una mayor cantidad de informacién en tiempo y costo mucho menores, lo que
ha ocasionado una necesidad importante el estudio e investigaciéon sobre cada una de las
secuencias de ADN [38]. El secuenciamiento de genomas completos (WGS, por su sigla en
inglés, Whole Genome Sequencing) y sus andlisis derivados se han convertido en un potente

método para reemplazar los mecanismos de diagnéstico previamente conocidos [48].

Por otro lado, las técnicas para identificacién de patrones a través de mineria de datos y
clasificacion de secuencias mediante aprendizaje de maquina se presentan como las herra-
mientas destacadas para afrontar los nuevos retos impuestos por el crecimiento acelerado
de los datos en genémica [54]. Especificamente, la biisqueda de contrastes y elementos que
diferencian distintas colecciones de datos se presenta como un area de trabajo prioritaria
en bioinformatica y que ha sido probada por su considerable valor en el analisis de datos

biol6gicos [36]

En la actualidad con la disponibilidad de los datos y algunas de las técnicas computaciona-
les ya mencionadas se aporta para que los esfuerzos para controlar dicha enfermedad sean
mas efectivos, solucionando las actuales dificultades en la caracterizacion de las especies
e influyendo principalmente en los problemas de diagndstico y tratamiento a partir de la

identificacién de nuevos biomarcadores [52].

Con esta disponibilidad de datos y con las técnicas previamente descritas hace que el reto sea
que las nuevas aproximaciones mejoren las técnicas de identificacién actuales y se conviertan
en nuevos métodos estandarizados [27], permitiendo con las nuevas implementaciones distin-
guir especies con gran confiabilidad, entre genomas altamente relacionados y que, ademas,

sean computacionalmente eficientes [10].
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2.1. Problema

De acuerdo a lo reportado previamente, el nivel de identidad a nivel de ADN dentro del
complejo MTBC se encuentra por encima del 99 % [18] generando un reto importante como
es el poder clasificar en cual grupo se encuentra cada especie, principalmente al nivel de
encontrar diferencias entre los patégenos que afectan al humano de los de otros hospederos.
En Colombia y en otros paises tropicales se estda constantemente expuesto a diferentes mi-
cobacterias ambientales en el transcurso de la vida. Es una realidad que las pruebas para
identificar la exposicion a MTB en algunos casos se determinan como otras de estas mico-
bacterias ambientales. Por lo tanto, no hay como saber si en verdad lo que se detecta es o

no MTB.

Las técnicas de tipificacién molecular son ampliamente utilizadas como herramientas impor-
tantes para combatir este tipo de enfermedades ayudando a descifrar y entender la biologia de
cada microorganismo. Su constante estudio ofrece nuevos enfoques para el descubrimiento de

rutas de transmision, adaptabilidad en el entorno y estructura en las poblaciones patogénicas.

Por lo tanto, se presenté la necesidad de tener algin método estandarizado con alta capa-
cidad discriminatoria para la tipificacion de MTB y que fuera reproducible a lo largo del
tiempo [26]. Entre la propuesta de solucién se plante6 definir medidas de precisién entre
los métodos de tipificacion para la identificacién de la especie a partir de los esquemas y
técnicas actualmente reportadas, e implementar un modelo para identificacién automaéatica
de los genotipos, que ayudara a caracterizar su diversidad y que permitiera discriminar la

bacteria frente a cualquier otra, con una alta resolucién y especificidad.
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2.2. Objetivos

2.2.1. Objetivo general

= Disenar e Implementar un modelo computacional para la identificacién automatica de
MTB a nivel de especie entre el grupo de micobacterias, estableciendo un perfil basado

en el conjunto de marcadores méas representativos.

2.2.2. Objetivos especificos

= Disenar un método de evaluacién para diferentes perfiles y esquemas de identificacion
en cadenas de ADN para MTB, a partir de técnicas de tipificacién actuales a nivel de

especie.

= Disenar, implementar y validar un modelo computacional de identificacién de genotipos

de MTB a nivel de especie, a partir de secuencias de genoma completo.



3. Marco Teodrico

3.1. Complejo MTBC Mycobacterium tuberculosis

El género de las Micobaterias estd conformado por mas de 190 especies reconocidas ac-
tualmente [30], separadas inicialmente en 3 grandes grupos, el complejo Mycobacterium tu-
berculosis, Mycobacterium leprae y otras Mycobacterium. Estos tltimos conocidos igualmente

como Micobacterias no tuberculosas (NMTB).

El complejo Mycobacterium tuberculosis estd considerado como un grupo genéticamente ho-
mogéneo, con caracteristicas particulares y que se puede contrastar con en el hecho que una
gran cantidad de bacterias y hongos tienen en sus fragmentos de ADN Ribosomales un alto
polimorfismo, lo que permite utilizar estos para tipificacion, incluso a nivel de subespecies,
sin embargo, dentro de este complejo se evidencia una conservacién alta haciendo el proce-
so de diferenciacién mas complejo [19]. Adicionalmente, una gran cantidad de genes en el
complejo evidencian también una alta conservacion, con tasas de mutaciones entre el 0.01 y

0.03% [23], y por esta razén es catalogado como un complejo con evolucién de tipo clonal.

Muycobacterium tuberculosis es reconocido por ser el miembro mas destacado dentro del com-
plejo Mycobacterium tuberculosis, es un patégeno humano y es el agente causante de la
tuberculosis. De acuerdo con la OMS, cerca de 9 millones de nuevos casos se presentan cada
ano [42]. En la epidemiologia de esta enfermedad y las otras causadas por las NMTB, es
fundamental identificar el origen de la enfermedad, asi como las rutas de transmision. Para

cumplir este objetivo los métodos de tipificacién han sido las principales herramientas para
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facilitar el entendimiento de la biologia de las Micobacterias, asi como brindar los resultados

para combatir las enfermedades con este origen [26].

Hasta el momento se han utilizado una variedad de métodos dependiendo de la especie bajo
investigacion, a partir de estos y enlazando personas infectadas a los estudios, se han deter-
minado las causas del entorno y conclusiones sobre sus relaciones filogenéticas. Sin embargo,
al no ser métodos aplicados uniformemente para todos los casos y que las condiciones en
que los patégenos habitan puede diferir de una condicién a otra, la verdadera organizacion

filogenética y las relaciones entre especie y frente al género siguen siendo un reto por elucidar.

3.2. Métodos de tipificacion bacterial

La genotipificacién en especies bacteriales patogénicas incide directamente sobre el enfoque
de la epidemiologia tradicional desempenando un rol importante para determinar las es-
trategias de control sobre las enfermedades que causan. Con el paso del tiempo, diferentes
técnicas de laboratorio se han utilizado para la tipificacion de cadenas. En la actualidad y

entre las mas utilizadas para la identificacién de especies se ecuentran las siguientes:

3.2.1. Basado en PCR: gen Ribosomal-16s rDNA

Esté basado en los genes que codifican el ARN Ribosomal 16s, presentes en todas las bac-
terias y que cumple funciones estructurales, principalmente influyendo en la posicion de
las proteinas ribosomales. Es ampliamente utilizado para construccién de filogenias y como
técnica de tipificacién es realizada a través de amplifiacién por PCR, [31] con el fin de alma-
cenar en una base de datos los perfiles extraidos por especie conocida, y una vez que nuevas
muestras llegan al laboratorio se tipifican por medio de una comparacién directa a esta base

para asignarle su categoria taxonémica.
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3.2.2. Basados en PCR: MIRU-VNTR (Mycobacteria Intergenic

Repetitive Units - Variable Number Tandem Repeats)

Las secuencias repetidas en tandem se encuentran a lo largo de los genomas. Las regiones
con repeticiones de secuencias cortas (SSRs) de 1-13 pb se conocen como microsatélites, y
los que tienen de 10-100 pb secuencias repetidas se denominan minisatélites. Estos también
son llamados locus de repeticiones en tdndem de numero variable (VNTR) y el tamano de

cada amplificacén indica su polimorfismo [51].

El presente método de tipificacién tiene su nombre por estar basado en VNTR, y se expresa
como el nimero de copias de minisatélites llamados Unidades Repetitivas Intergénicas de
Micobacterias (MIRU) que contiene el genoma. Estas secuencias se constituyen de 40 a 110
pb v se encuentran ubicadas a lo largo del genoma de referencia H37Rv de Mycobacterium

tuberculosis [50]. Se clasifican en tres tipos principales (ver Tabla 3-1).

Tabla 3-1.: Resumen longitudes
de secuencias repeti-

tivas

Tipo Tamano

Microsatélitess | de 1 a 13pb

Minisatélites de 10 a 100pb

MIRU 1 de 77 a 101pb
MIRU II de 46 a 53pb
MIRU III de 58 a 101pb

Béasicamente, el método se define en la creacién de perfiles a partir de su VNTR, teniendo
los 24 loci MIRU como marcadores y que se amplifican por cada genoma de interés, de esta

manera, los perfiles son conformados para tipificar nuevas muestras [5].
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3.2.3. Basado en PCR: Spoligotyping (Spacer Oligotyping)

Existe un tipo de secuencias llamadas repeticiones palindréomicas cortas agrupadas y regu-
larmente interespaciadas (CRISPR), importantes para los sistemas de defensa bacterianos,
y que en el caso del genoma de MTB son conocidas como repeticiones directas (DR), las
cuales presentan una amplia variabilidad genética, lo que permite tomarlas como marcadores

a nivel de ADN [61]

Las cepas del MTBC contienen una unica regién en el cromosoma que consta de varias
repeticiones directas (DRs) de 36 pb, intercaladas por espaciadores unicos que varian en
su tamano de 35 a 41 pb y se considera altamente polimérfico [24]. El Spoligotyping o
Espoligotipado en espanol permite utilizar el polimorfismo encontrado en este locus DR
como la base para la tipificacién, ya que el nimero de DRs y la presencia o ausencia de
espaciadores es variable entre las cepas, y puede representarse como un cédigo binario de 43

digitos denotando con 1 como presencia o 0 para ausencia de los espaciadores [5].

3.2.4. MLST: Multilocus Sequence Typing

Este método fue propuesto con el fin de mejorar la caracterizacién de los microrganismos,
ya que para los laboratorios comparar los indices de variabilidad de sus muestras entre ellos
era un problema. El objetivo principal surgié de eliminar la posible ambigiiedad generada
por la portabilidad electrénica en los datos secuenciados utilizados en técnicas previas como
electroforesis de enzimas multilocus (MLEE) por una que permitiera la caracterizaciéon de

los microorganismos a través de los polimorfismos genéticos [39].

El concepto de la técnica se resume en tener hasta 10 marcadores o secuencias objetivo
pertenecientes a genes constitutivos para garantizar su presencia en todas los genomas de
interés y que codifiquen para enzimas vitales o proteinas estructurales. Esta técnica ha sido
exitosa diferenciando NMTB, como en el caso de Mycobacterium avium [29].

Es un método base para las nuevas generaciones de tipificacion ya que se soporta en los

nuevos métodos para la bisqueda de single nucleotide polymorphisms (SNPs) en genomas



3.3 Agrupamiento de secuencias 13

completos, lo que permite extender el espectro a nuevos marcadores y hacer la generacion

de nuevos perfiles para futuras comparaciones.

3.3. Agrupamiento de secuencias

En bioinformatica, el agrupamiento de secuencias es un problema comun para el cual multi-
ples algoritmos se han desarrollado con el fin de encontrar relaciones funcionales a nivel
gendémico, transcriptomico y de proteinas a través de la comparacion entre las secuencias
que las describen [53]. Este problema es la base de potenciales aplicaciones como la gendmi-
ca comparativa, anotacion funcional de genomas, inferencia evolutiva, asi como identificacién

de secuencias taxonémicamente restringidas [34].

Actualmente, varias herramientas se utilizan a partir de la implementacién de algoritmos
orientados a grafos y ampliamente conocidos en el campo como MCL (Markov Cluster Algo-
rithm) [16], o AFP (Affinity Propagation Algorithm) [13], en los cuales se requiere usualmente
la construccion de matrices que almacenen las diferentes distancias entre las secuencias pero
que como desventaja genera una mayor complejidad espacial, teniendo en cuenta la canti-
dad de variables que se pueden encontrar en un genoma completo, ademaés del proceso de
generar las comparaciones de todas con todas. Por tal razén, existen otros tipos de alter-
nativas heuristicas que permiten realizar este proceso de manera mas eficiente; entre estos
ultimos se encuentran herramientas como Cd-hit [35] y UCLUST [14], las cuales utilizan
una metodologia diferente omitiendo la comparacién total entre las secuencias y generando
iterativamente la asignacién de secuencias a los grupos con medidas como la identidad, la

cual se calcula de manera lineal durante sus comparaciones.

Una vez identificados los grupos de las secuencias es posible inferir una posible relacién evo-
lutiva, es decir, entre las secuencias asignadas a un mismo grupo se determina una posible
homologia, es decir, que las secuencias dentro del grupo provienen de un ancestro en comun
y de esta manera pertenecen hipotéticamente a una misma familia funcional [12], sin em-

bargo, aunque estos grupos pueden compartirse entre distintas especies es posible que su
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conservacion sea distinta, lo cual puede originar diferencia en sus funciones [41], sirviendo

como posibles marcadores para discriminar especies.

3.4. Clasificadores Binarios

Los clasificadores binarios se definen como aquellos modelos en el drea de aprendizaje de
maquina capaces de predecir o etiquetar, como su nombre lo indica, entre dos categorias
los elementos de una determinada coleccién, basados en caracteristicas o variables que los
describan. Estos modelos pertenecen al dominio del aprendizaje supervisado, ya que para
ajustar el algoritmo, y de esta manera cumplir la tarea de asignaciéon de un nuevo elemento a
una de las dos clases de interés, requieren que un conjunto previo llamado de entrenamiento

tenga las etiquetas correctas para la totalidad de sus elementos [47].

Comunmente una de las categorias en clasificacién binaria es llamada la condicion positiva, y
la segunda categoria como condiciéon negativa. Esta nomenclatura permite generar una tabla
de resumen llamada tabla de contingencia o matriz de confusion, la cual permite utilizar
métricas para la evaluacion y comparacion de los algoritmos. Un ejemplo de la conformacién

de esta tabla se puede observar en la Tabla (3-2):

Tabla 3-2.: Tabla de contingencia o matriz de confusién para clasificador binario.

Condicién Positiva Condicién Negativa

Prediccién Condicién Positiva | Verdaderos positivos (VP) | Falsos Positivos (FP)

Prediccién Condicion Negativa | Falsos Negativos (FN) Verdaderos Negativos (VN)

Las columnas resaltadas en amarillo suman el total de clasificaciones correctas

A partir de esta tabla se pueden aplicar métricas como la precision descrita con la siguiente

férmulas

VP

Precision = 5555
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3.5. Random Forest

Random Forest es un algoritmo que consiste en combinar distintos arboles predictores o
de decision de tal manera que cada uno se construye a partir de un vector aleatorio con
un subconjunto de caracteristicas muestreado independientemente pero con la misma dis-
tribucién para la totalidad de los drboles en el bosque o conjunto de drboles [9]. Entre sus
principales ventajas se encuentra que es un algoritmo que soporta los diferentes tipos de
variables, numéricas, categéricas y binarias, adicionalmente es un algoritmo eficiente dado
que trabaja haciendo subconjuntos de datos y que permite paralelizacion, lo cual en términos
de implementacién permite mejorar su rendimiento en la ejecucién de grandes volimenes de
datos. En su proceso de entrenamiento y prediccién se caracteriza por ser mas rapido en
comparacién con otros algoritmos [60] ya que cada drbol se construye con un subconjunto de
caracteristicas lo que hace que se puedan trabajar con cientos de ellas en cada grupo. Es un
algoritmo que promedia la varianza a lo largo de las predicciones en los arboles generados, y
que en cada uno de ellos maneja un sesgo bajo, lo cual hace que el modelo general mantenga

estas dos propiedades.

Por otra parte, tiene también sus desventajas, entre las que se encuentra que la interpre-
tabilidad del modelo puede ser deficiente, ya que al generarse diferentes arboles aleatorios
tiende a decirse que es como una caja negra, incluso pudiendo generar diferentes resultados
en implementaciones diferentes. Otra desventaja es que tenga una tendencia a sobreajustarse
el modelo, es decir que sus resultados se sobreentrenan para el conjunto de entrenamiento,
pero para casos con datos diferentes los resultados pueden ser deficientes, para lidiar con
el ultimo caso es requerido optimizar los parametros del modelo. Aun asi en comparaciones
entre diferentes métodos su rendimiento ha sido destacado como de los mejores en el apren-
dizaje de maquina, [17] ademds de demostrar excelentes resultados para los casos donde el

nimero de variables o caracteristicas es mayor que el nimero de observaciones [7].
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4.1. Tema de estudio y datos seleccionados para analisis

La propuesta metodoldgica surge como parte de un proyecto en conjunto con la Alianza Nu-
cleosensor TB !, en el que como parte de su ejecucién se incluyé la secuenciacién de genomas
completos para diferentes linajes del complejo MTBC. De esta manera y con estos datos se
construyé una muestra con el objetivo de candidatizar un conjunto de marcadores a nivel
de ADN para futuros analisis de laboratorio. En el presente trabajo se complemento esta
informacion agregando genomas almacenados en la base de datos del NCBI para tener una
mayor variedad en el conjunto de entrenamiento y, de esta manera, generar el esquema de

tipificacion.

Para entrenar el modelo de clasificacién se definié un conjunto de genomas que funcionara
tanto para el esquema de genoma completo como para construir los esquemas para las técni-
cas de tipificacion in silico actuales y poderlas evaluar. Este conjunto esta compuesto por
muestras de 30 genomas ensamblados, pertenecientes a diferentes linajes de MTBC, junto
con 20 aislamientos secuenciados como parte del proyecto (Figura 4-1). Por otro lado, el con-
junto de contraste seleccionado fue de 46 genomas pertenecientes al género Mycobacterium
pero que no hicieran parte del complejo MTBC (Figura 4-2). En ambos casos el criterio
de seleccién para los ensamblajes descargados fue que no tuvieran méas de 4 contigs como

medida de calidad para el ensamblaje.

Leédigo de programa Colciencias: 36375, contrato: 0375-2013
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Figura 4-1.: Distribucién de especies seleccionadas para MTBC (Tabla A-1).
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Figura 4-2.: Distribucion de especies seleccionadas para NOMTB (Tabla A-2).

Para el caso de genomas de prueba, se descargaron los siguientes 50 genomas de la tabla de
NCBI, y el mismo ntmero para las muestras de NMTB, estos genomas tinicamente con el
fin de validar la clasificacion, tanto para las herramientas de tipificacion in silico como para

la del modelo propuesto.

4.2. Esquemas de identificacién

Para la evaluacién de las técnicas de tipificacion in silico actuales, se utilizan implementa-
ciones existentes para las técnicas mencionadas anteriormente de tal manera que cada script

construido tome la lista de genomas definidos para prueba y se ejecute con el fin de obtener
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las clasificaciones resultantes de la herramienta. En el caso de sixess [49], este es un progra-
ma para identificacion bacterial basado en 16s rDNA directamente de secuencias de genoma

completo, utilizando los perfiles almacenados en las bases de datos del NCBI, RDP y SILVA.

Para los demas casos, se planteé una estrategia basada en la construccién de perfiles uti-
lizando el conjunto de entrenamiento con los genomas de MTBC (Condicién Positiva) y
NMTB (Condicién Negativa). En cada técnica utilizada se construye un script que genera
el esquema sobre los genomas de entrenamiento y otro en el cual se usan los genomas de
prueba aplicando el uso de estos perfiles como un algoritmo de clasificacién binaria, es decir
que para cada muestra nueva la herramienta es capaz de discriminar si pertenece a MTBC

o NMTB revisando los perfiles construidos.

Las herramientas utilizadas incluidas para la evaluacion fueron las siguientes: en el caso de
MIRUVNTR el programa MIRU-profiler [44], para el caso de Spoligotyping la herramienta
utilizada fue SpoTyping [57], y en el caso de MLST la herramienta fue mlst, la cual utiliza
para la construccién de los perfiles la base de datos PubMLST [28]. Parte de sugerir que
cada técnica sea tomada como un clasificador para que se puedan utilizar métricas a partir
de su tabla de contingencia y de esta manera medir el rendimiento de los predictores y poder

compararlos.

4.3. Aproximacion de identificacion de Genoma completo:

Entrenamiento Modelo

Los pasos que componen el método presentado para el entrenamiento del clasificador se pue-
den observar en la Figura 4-3. Esta implementacién consiste de 3 pasos generales en los
cuales el resultado es un archivo .sav donde se almacena el resultado del modelo entrenado

y sobre el cual se puede aplicar el clasificador binario para nuevas muestras.



4.3 Aproximacion de identificacién de Genoma completo: Entrenamiento Modelo 19

La primera es una etapa de preprocesamiento en la cual se utiliza una herramienta de predic-
cién de genes y a partir de las coordenadas generadas se utiliza un script para la extraccion
de las regiones intergénicas.

El segundo paso consiste en tomar estas secuencias identificadas e iterativamente realizar
los agrupamiento para reducir la redundancia de las secuencias hasta un 80 % de identidad
y, posteriormente, utilizando un umbral de 70 % construir los grupos definitivos o familias
inferidas y su representacion matricial.

Finalmente, el ultimo paso es utilizar la matriz resultante. En este punto se entrena el
modelo, optimizando los hiperparametros para el clasificador, y, de esta manera, se obtienen
las variables mas discriminatorias o grupos con mayor capacidad de diferenciacion entre las
clases. Asimismo, se genera el archivo con el entrenamiento para permitir clasificar nuevos
ensamblajes.

Cada uno de estos pasos se integra en un pipeline de tinica ejecucion utilizando la herramienta
para construcciéon de workflows en bioinformatica llamada Snakemake [33], y sobre el cual
puede verse detallada cada etapa implementada en la representacién de grafo de la Figura

4-4.

4.3.1. Preprocesamiento

En esta etapa, la implementacion recibe dos conjuntos diferentes de genomas: el primero de
la especie de mayor interés, o la especie que se denominard como la clase principal, y que en
el proceso se etiqueta como SP1, y el segundo con los genomas de especies no pertenecientes
a SP1, conjunto complemento que se etiqueta como SP2. Para cada genoma se realiza un
proceso de prediccién de genes utilizando la herramienta Prodigal [25] por su efectividad
en la prediccion de genes para especies bacterianas. Estos genes se guardan en archivos con
extension gff y durante el siguiente paso de extraccion de regiones intergénicas se manipu-
lan los archivos generados para extraer las secuencias a través de los intervalos existentes
entre los genes predichos utilizando la herramienta bioinformatica Bedtools. Posteriormen-
te, las regiones génicas e intergénicas se concatenan por separado en un archivo fasta que

posteriormente funcionara como entrada para el siguiente paso.
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Figura 4-3.: Resumen de pasos conceptuales para entrenar el modelo
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Figura 4-4.: Aproximacién representada en grafo del workflow implementado .
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4.3.2. Agrupamiento lterativo

En esta etapa, los archivos fasta de secuencias génicas e intergénicas se utlizan por separado
para realizar el agrupamiento en cada tipo reduciendo iterativamente el parametro de iden-
tidad y cobertura progresivamente hasta llegar a un 80 % de porcentaje de identidad minimo
que permite la herramienta Cd-hit [35] para secuencias de ADN. En cada paso del proceso
se almacenan las secuencias representativas, las cuales son por definicién de la herramienta
a utilizar la secuencia mas larga en el grupo y que funcionan como insumo para el paso
posterior, pues adicionalmente en cada paso se debe realizar un mapeo utilizando BLAST
[3] para recalcular las distancias de identidad a los nuevos representativos originados sobre
la totalidad de las secuencias agrupadas previamente. Finalmente, con un espacio menor de
secuencias al inicial y al haber reducido la redundancia de secuencias se aplica una com-
paracion de todos contra todos los representativos del paso anterior y se realiza un nuevo
agrupamiento utilizando el algoritmo MCL [34] con una identidad del 70 %, siendo este el
minimo para inferir una posible familia entre las secuencias, aplicandolo tanto para secuen-
cias génicas como intergénicas. El uso del algoritmo y la herramientas fueron incluidas al
pipeline teniendo en cuenta su utilizacion en otras herramientas para buisquedas de ortologia

[34].

4.3.3. Entrenamiento del Modelo

Finalmente, obteniendo la matriz descrita anteriormente, donde las filas corresponden a los
genomas procesados por el pipeline y las columnas a los representativos de cada grupo o
familia, en las celdas quedan almacenadas por genoma la ponderacién de las distancias de
las secuencias por familia hipotética, es decir, su distancia en porcentaje de identidad a su
representativo y una vez ha sido conformada es el insumo para utilizar la libreria en lenguaje
python scikit-learn [43] para entrenar el modelo y cuyo archivo de salida se persiste con la

extension .sav.
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Optimizacién de hiperparametros

Con el fin de optimizar el rendimiento del clasificador y teniendo diferentes posibilidades
para ejecutar el entrenamiento del modelo, se realiza este proceso para seleccionar los hiper-
parametros de la libreria. Los hiperpardametros se utilizan para ajustar el propio proceso de
instanciacién del modelo, es decir, seleccionar los mejores valores posibles para la configura-

cién del modelo.

Esta optimizacién se realiza a partir de resultados experimentales, donde basicamente se
prueban diferentes combinaciones para las diferentes configuraciones de parametros y se eva-
lua el rendimiento en cada resultado. Para este caso, se utilizé un método llamado validacién
cruzada de k-pliegues (k-fold cross validation en inglés)[20]. Este método es una variacion
a la aproximacion de validacion cruzada sobre la cual se divide el conjunto de datos en
entrenamiento y prueba, en este caso un nimero k de subconjuntos llamados pliegues. Itera-
tivamente se ajusta el modelo k veces, en cada paso se ajusta el modelo en (k — 1) pliegues,
y se evalua para el k-ésimo, llamado conjunto de validacién. De esta manera, se promedia al
final de cada paso el rendimiento del clasificador en cada uno de los pliegues. Para el ajuste
de los hiperparametros, una vez se hayan ejecutado todas las iteraciones del paso anterior con
las diferentes configuraciones, se comparan las métricas de todos los modelos seleccionando

el de mejor precision como se detalla en los pasos de D-1.

4.4. Aproximacion de identificacion de Genoma completo:

Modelo de clasificacion

Para la clasificacién de nuevas muestras a MTBC o NMTB se definieron los pasos que se
observan en la Figura 4-5. El primero es realizar un procesamiento igual al del pipeline de
entrenamiento, en este se realiza la prediccién de genes y extraccién de regiones intergéni-
cas para, de esta manera, hacer una asignacion de cada secuencia a los grupos, a través de
los representativos identificados previamente, haciendo alineamientos utilizando BLAST [3].

Como se puede dar el caso que mas de una secuencia se asigne a un grupo por genoma, se
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Figura 4-5.: Resumen pasos conceptuales para clasificacion de genomas

determina la representacién de cada genoma como un vector donde cada caracteristica se
construye a través del calculo de un valor llamado indice de variabilidad, cuya definicién se

explica a continuacién.

Sea F = {F F, .., F, } el conjunto total de grupos o familias de secuencias inferidas en el
agrupamiento iterativo. Para cada familia F; sea reF; la secuencia representativa seleccionada
por el proceso de agrupamiento, y P = {P P...., P, } €l conjunto de puntos pertenecientes al
grupo del representativo, ya sea para el conjunto de secuencias génicas o el conjunto de
intergénicas. En cada paso de la asignacion de secuencias a los grupos o construccion de la
representacion vectorial del genoma a clasificar, el indice de variabilidad se constituye como

la caracteristica de cada grupo de secuencias en cada genoma y se encuentra definido por:

Vi=iyt r—P (1)

T n

El modelo entrenado procesa los genomas a través de su representacion vectorial, lo cual

genera una salida de 1 si es MTBC o 0 si es NOMTB.
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5.1. Entrenamiento

El pipeline implementado para el entrenamiento del modelo de clasificacién de MTB explora
una nueva manera de resolver el problema de discriminacion entre especies que comparten
una alta identidad entre secuencias. Como primer resultado, se incluy6 en el proceso una
etapa que las herramientas actuales no utilizan y es que a partir de las secuencias génicas
predichas se puedan extraer las regiones intergénicas, para de esta manera tomar el total
de secuencias presentes en el genoma secuenciado. La salida de los archivos con las secuen-
cias intergénicas quedo guardada en formato Fasta con el fin de utilizarlas en el proceso de
agrupamiento con la herramienta de Cd-hit y el agoritmo MCL. Para este proceso se realizé
una implementacion de tal manera que hubiera un agrupamiento iterativo reduciendo el
parametro de identidad y, de esta manera, el espacio de secuencias se fuera reduciendo hasta
el minimo de 80 % permitido por la herramienta. Al alcanzar este pardmetro se realizé la
comparacion entre todos los representativos de los grupos para la construccion de un grafo
en el cual los nodos estan representados por los grupos identificados, y las aristas por las

identidades porcentuales entre ellos.

Una vez ejecutadas las predicciones, los archivos fasta resultantes de los genes y las secuencias
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no codificantes extraidas se utilizaron como entrada al proceso de agrupamiento iterativo. Los

resultados para cada una de las categorias de secuencias a medida que el proceso avanzaba

se observan en la Tabla 5-1 y la Tabla 5-2.

Tabla 5-1.: Resultados del agrupamiento iterativo de regiones génicas.

Identidad % Secuencias Grupos Rep BLAST Seqs BLAST Grupos Unicos
100 448599 165490 0 0 114359

99.0 448599 115553 52929 333046 62624

95.0 448599 93806 49652 354793 44154

90.0 448599 89458 48213 359141 41245

85.0 448599 82258 44094 366341 38164

80.0 448599 69296 37198 379303 32098

70.0 448599 65037 36038 383562 28999

Tabla 5-2.: Resultados del agrupamiento iterativo de regiones intergénicas.

Identidad % Secuencias Grupos Rep BLAST Seqs BLAST Grupos Unicos
100 298264 86603 0 0 114359

99.0 298264 80155 34025 218109 62624

95.0 298264 68927 33550 229337 44154

90.0 298264 65616 32965 232648 41245

85.0 298264 62933 32237 235331 38164

80.0 298264 28458 30816 239806 32098

70.0 298264 54252 29704 244012 24548

Con estos resultados se puede ver, en primer lugar, un alto volumen de secuencias trabajado

en comparacion con los métodos clasicos de tipificacion, donde se trabajan conjuntos de mar-

cadores con cardinalidad que no supera los 50 elementos. Como se observa en la Tabla 5-1,

se parte desde un conjunto inicial de 448559 secuencias génicas reduciendo su redundancia

hasta 65037 para el ultimo umbral de 70 %, en el cual se puede ver que 28999 son secuencias

que quedaron independientes o 1nicas, es decir, que ninguna otra fue asignada a su grupo,
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algo que es extranio en una especie donde previamente se ha reportado su alto nivel de con-
servacion. Sin embargo, es posible que estas secuencias correspondan a errores de ensamblaje
o que al haber tanta variabilidad en el complemento de MTBC dentro del género requieran
ser analizadas de manera diferente. Finalmente, para el caso de secuencias intergénicas se ve
una reduccion del espacio de secuencias de 298264 hasta 54252 grupos, el cual, aunque no
deja de ser una cantidad grande de secuencias, es mas facil tratar el problema a través de

sus representativos y no del global del espacio de biisqueda.

Finalmente, la matriz que representa los genomas de entrenamiento y los grupos calculados
incluye la suma de los grupos identificados en las regiones génicas mas los de las intergénicas,
esta se construyd con un total de 96 genomas (filas) y 119289 grupos (columnas), siendo el
principal insumo que permite entrenar el modelo de clasificacion. La matriz se puede apreciar
en la Figura 5-1. Sobre este mapa de calor se observan los genomas y sus representaciones
vectoriales. La divisién de la linea horizontal verde divide los genomas de NOMTB (arriba) y
los de MTBC (abajo), y la linea vertical divide los grupos de regiones génicas e intergénicas.
Este resultado facilita ademas el hecho de que visualmente se pueda determinar si existen
grupos que propongan una especie de firma representados por su mayor intensidad en el
color al reflejar un mayor nivel de identidad y de esta manera sugerir que hay secuencias de

mayor relevancia para la discriminacion.

Una vez se tiene esta matriz el indice de variabilidad es la caracteristica en el vector de cada
genoma para cada grupo, el modelo permite introducir un ranking a partir del grado de
discriminacién por cada variable luego de iterar entre los arboles generados ya que retorna
cuales fueron las que tuvieron una mayor capacidad discriminatoria a través del puntaje

dado por el clasificador.

La estrategia propuesta difiere de los métodos actuales y clasicos de perfilamiento para
tipificacion porque presenta una nueva forma de visualizar las diferencias entre dos grupos

de especies muy cercanos generando una mayor resolucion, ademas de utilizar la totalidad del
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Matriz de presencia y ausencia de grupos de secuencias identificadas
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Figura 5-1.: Matriz con los grupos identificados y la representacion vectorial de los genomas.

genoma, tomando provecho de las diferencias en variabilidad identificadas por el clasificador

para la sugerencia de potenciales marcadores moleculares.

Una vez ejecutado el entrenamiento e identificadas las variables o grupos de mayor discrimi-
nacion se procedio a realizar una proceso de anotacién utilizando las 20 secuencias represen-
tativas de mayor puntaje en la discriminacion y con informaciéon del NCBI se describieron

las funciones y ubicaciones reportadas como se observa en la Tabla 5-3.
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Tabla 5-3.: Resultados variables de mayor discriminacién

#Grupo | INICIO H37rv | FIN H37rv | locus NCBI Proteina aso- | Tipo!' | Puntaje

ciada
21568 1473732 1473899 LH57.07210 | AIR14063.1 G 0,03
34027 3432217 3432693 LH57_16800 | AIR15857.1 G 0,03
31362 3142621 3142911 LH57.15510 | AIR15615.1 G 0,03
70410 2220586 2220717 NO Function I 0,03

uknown-

hypothetical
19247 2866664 2867153 K651.13325 AJPT79965.1 G 0,02
23528 856425 857252 LH57.04155 | AIR13494.1 G 0,02
1064 515096 515539 LH57.02275 | AIR13146.1 G 0,02
22108 1786854 1787755 LH57.08700 | AIR14343.1 G 0,02
42764 NO NO B7R63.04040 | ASD91151.1 | G 0,02
34460 2939982 2940710 LH57.14330 | AIR15392.1 G 0,02
26042 NO NO B7R63.0167 | ASD90753.1 | G 0,02
67505 289631 289682 LH57.01325 | AIR12966.1 I 0,02
92562 1321625 1322397 LH57_.06500 | Probable I 0,02

conserved

transmem-

brane trans-

port protein

MmpL10

G:Génicas, I:Intergénicas
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#Grupo

INICIO
H37rv

FIN H37rv

locus NCBI

Proteina

asociada

Tipo

Puntaje

100085

1590413

1590532

LH57.07770

AIR14168.1
,Probable
riboflavin
biosynthe-
sis  protein
RibA2
GTP cy-
clohydrolase
II + 34-
dihydroxy-
2-butanone
4-phosphate
synthase
(DHBP
synthase)

0,02

82967

699574

699668

LH57.03235

ATR13328.1
Two compo-
nent DNA
binding
trans-
criptional

regulatory

protein

TecrA

0,02

100287

NO

NO

NO

NO

0,02

91146

3744375

3744459

LH57_18285

AIR16139.1

0,02
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#Grupo | INICIO FIN H37rv locus NCBI Proteina aso- | Tipo | Puntaje
H37rv ciada
81880 2067216 2067252 NO Possible I 0,02
preprotein
transloca-
se  ATPase
SecA2
72869 2892902 2892948 LH57.14100 | AIR15347.1 |1 0,02
74242 945608 945799 NO Two compo- | I 0,02

nent  DNA
binding
transcriptio-
nal  regula-

tory protein

TecrA

Como se observa también en la Tabla 5-3 para el caso de intergénicas las secuencias apare-

cen en algunos casos como fragmentos de proteinas hipotéticas o funciones probables, caso

contrario a las secuencias génicas que tienen identificada su proteina a través de su identi-

ficador, es con esto claro que las anotaciones para este tipo de secuencias sigue siendo un

reto, pero que en la mayoria de estas secuencias se encuentran reportadas como regiones de

alta conservacion, lo cual comprueba que son de interés alto para el problema tratado ya que

su existencia o variabilidad es mayor en las muestras de las especies del género diferente a

MTBC.

5.2.

Modelo de clasificacion

Para el modelo de clasificacion se ejecutaron sobre las muestras destinadas a evaluacion

el proceso de perfilamiento utilizando las herramientas In silico, haciendo cada tipificacién
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como una clasificador binario y de esta manera comparar con los resultados de la herramienta
implementada en el presente trabajo. La comparacion utliza la precision para evaluar las

clasificaciones obteniendo lo siguiente (Tabla 5-4)

Tabla 5-4.: Comparacion de clasificaciones para las muestras en las

distintas herramientas

Método Precisién | Clasificaciones Correctas | Sin clasificar
16sRDNA 92,85% | 91 2
MIRUVNTR | 94,89% | 98 2
Spoligotyping | 65,2 % 50 28

MLST 93,3 % 84 10
Identiclust 100 % 100 0

Lo que se puede visualizar es que para los diferentes métodos su precision es diferente, exis-
ten variaciones en las clasificaciones para NOMTB y MTBC ya que cada técnica se basa
en marcadores que pueden estar o no estar presentes en las muestras, esto quiere decir que
si se utiliza informacion reducida o marcadores muy puntuales y que no cubren una gran
procentaje del genoma se presenta una desventaja, ademés de que puedan quedar algunas
muestras sin clasificar ya sea porque los perfiles no abarcan la totalidad de las especies y
variaciones existentes, sino un pequeno margen reportado o porque se utiliza informacién

que no estd totalmente depurada.

Como se muestra en la Tabla 5-4, la mejor precision estuvo en la herramienta del presente
trabajo, lo cual comprueba que incluyendo més informacién a nivel de ADN facilita una
mayor resolucion para etiquetar genomas, ademas que técnicas como la presentada son nece-
sarias para mejorar los procesos de tipificacién respondiendo a la oferta de datos de genoma
completo, y que su extension y diponibilidad para mayores conjuntos de datos es requerido

para que a mayor informacion, mejor sea el ajuste para los clasificadores.



5.2 Modelo de clasificacién 33

Ademas, se puede concluir que la estrategia podria ser 1til para discriminar muestras de
especies en otros niveles taxénomicos, ya que la comparaciéon y los resultados de las variables
discriminatorios estarian sujetos tinicamente a los nuevos ajustes de los parametros durante
el proceso, asi como de la calidad de los conjuntos de datos disponibles que se pretendan

analizar.



6.

6.1.

Conclusiones y recomendaciones

Conclusiones

Los métodos de genotipificacion aplicados en biologia molecular y sus implementaciones
in silico presentan problemas a la hora de discriminar cuando existen altos niveles
de identidad entre secuencias y baja variabilidad genética, situacién que dificulta el

proceso de identificacion y tipificacién al nivel de especie

Los resultados de aplicar una metodologia como la propuesta confirman la importancia
de los algoritmos de aprendizaje de maquina como herramientas ttiles en el proceso de
discriminacién entre especies, y la relevancia en el hecho de generar y ajustar nuevas
representaciones para los genomas y sus secuencias como insumos para los nuevos

modelos que puedan reemplazar las técnicas clasicas de tipificacion.

El andlisis de presencia y ausencia de secuencias para los genomas y la evidencia ob-
tenida luego de conformar los grupos de secuencias basados en identidad pueden no
ser suficientes para demostrar la discriminacion entre especies, ya que se excluyen da-
tos adicionales tales como regiones intergénicas, tipos de variantes entre las secuencias
como SNV, SNP, LSP y MNV, de tal manera que las nuevas estrategias puedan ro-
bustecerse tomando en cuenta la variablidad genética identificada por comparaciones

como nuevas caracteristicas importantes para estandarizar la tipificacién.

Existen pasos en el preprocesamiento e integracién de herramientas, tanto en la etapa
de prediccién de genes como en la de agrupamiento que requieren ser mejorados con

el fin de obtener mejores anotaciones, ademas de poder realizar la ejecucion de los
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procesos de manera mas agil incluyendo paralelizacién para mayor manejo de informa-
cion y poder dilucidar mas de manera mas eficiente las variables discriminatorias y sus

funciones asociadas.



A. Anexo: Genomas utilizados

presente trabajado

Numero en matriz
1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20

Tabla A-1.: Genomas utilizados de MTB

#Organismo/Nombre

03346.fasta

0332293.fasta

332882.fasta

Mycobacterium tuberculosis CDC1551
Mycobacterium tuberculosis H37Ra
Mycobacterium tuberculosis F11
Mycobacterium tuberculosis KZN 1435
Mycobacterium tuberculosis str. Haarlem
Mycobacterium tuberculosis KZN 4207
Mycobacterium tuberculosis KZN 605
Mycobacterium tuberculosis W-148
Mycobacterium tuberculosis CTRI-2
Mycobacterium tuberculosis CCDC5180
Mycobacterium tuberculosis 7199-99

Mycobacterium tuberculosis str. Erdman = ATCC 35801
Mycobacterium tuberculosis str. Beijing/NITR203
Mycobacterium tuberculosis EAI5/NITR206

Mycobacterium tuberculosis CCDC5079
Mycobacterium tuberculosis EAIH
Mycobacterium tuberculosis HKBS1

Nombre cadena
3346

332293

33282

CDC1551
H37Ra; ATCC 25177
F11

KZN 1435
Haarlem

KZN 4207

KZN 605

W-148

CTRI-2
CCDC5180
7199-99

Erdman (ATCC35801)
Beijing/NITR203
EAI5/NITR206
CCDC5079

EAI5

HKBS1

en el

BioProyecto
Nucleosensor
Nucleosensor
Nucleosensor
PRJNA223
PRJNA18883
PRJNA15642
PRJNA21055
PRJNA17353
PRJNA21053
PRJNA21057
PRJNA39283
PRJNA43171
PRJNA19583
PRJEA82273
PRJDBG66
PRJNA193385
PRJNA193387
PRJNAG66069
PRJNA210717
PRJNAG6061

Tamano (Mb)

4.40384
4.41998
4.42443
4.39825
4.40822
4.39499
4.39912
4.41855
4.39853
4.40598
4.4212

4.39235
441113
4.39031
4.41432
4.39117
4.40793
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Nimero en matriz
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50

#Organismo/Nombre
Mycobacterium tuberculosis BT2
Mycobacterium tuberculosis BT1
Mycobacterium tuberculosis CCDC5180
Mycobacterium tuberculosis K
Mycobacterium tuberculosis
Mycobacterium tuberculosis
Mycobacterium tuberculosis
Mycobacterium tuberculosis
Mycobacterium tuberculosis
Mycobacterium tuberculosis 49-02
Mycobacterium tuberculosis H37RvSiena
Mycobacterium tuberculosis str. Kurono
Mycobacterium tuberculosis
UT1.fasta

UT2.fasta

UT95.fasta

UT106.fasta

UT107.fasta

UT179.fasta

UT211.fasta

UT213 fasta

UT219.fasta

UT245.fasta

UT294,fasta

UT307.fasta

UT356.fasta

UT393.fasta

UT441 fasta

UT477 fasta

UT486.fasta

Nombre cadena
BT2

BT1
CCDC5180
K
KIT87190
ZMC13-264
ZMC13-88
96075
96121

49-02
H37RvSiena
Kurono
SCAID 187.0
UT1

uT2

UT95
UT106
uT107
UT179
UT211
UT213
UT219
UT245
UT294
uT307
UT356
UT393
UT441
uT4r7
UT486

BioProyecto
PRJINAG6063
PRJINAG66065
PRJINA66071
PRJNA178919
PRJNA246436
PRJINA256478
PRJINA256478
PRJNA253748
PRJINA253748
PRJEB4916
PRJNA232612
PRJDB1582
PRJNA291131
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor
Nucleosensor

Nucleosensor

Tamailo (Mb)
4.4019
4.3994
4.41435
4.38552
4.41079
4.41151
4.41151
4.37938
4.41094
4.41238
4.41091
4.41508
4.37951
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Tabla A-2.: Genomas utilizados de NOMTB

Nuamero en matriz  #Organismo/Nombre Nombre cadena  BioProyecto Tamaifio (Mb)
1 Mycobacterium avium subsp. paratuberculosis K-10 K-10 PRJNA91 4.82978
2 Mycobacterium ulcerans Agy99 Agy99 PRJNA16230  5.80576
3 Mycobacterium sp. MCS MCS PRJNA15762  5.92052
4 Mycobacterium avium 104 104 PRJNASS 5.47549
5 Mycobacterium sp. KMS KMS PRJNA16081  6.25608
6 Mycobacterium sp. JLS JLS PRJINA16079  6.04842
7 Mycobacterium marinum M M PRJINA16725  6.66014
8 Mycobacterium leprae Br4923 PRJEA31271  3.26807
9 Mycobacterium abscessus ATCC 19977 PRJNA15691  5.09049
10 Mycobacterium kansasii ATCC 12478 ATCC 12478 PRJNA30907  6.57723
11 Mycobacterium rhodesiae NBB3 NBB3 PRJNAG60027  6.41574
12 Mycobacterium sp. MOTT36Y MOTT36Y PRJINA156947 5.61363
13 Mycobacterium intracellulare MOTT-64 MOTT-64 PRJNAS82155  5.50109
14 Mycobacterium intracellulare ATCC 13950 ATCC 13950 PRJINA82157  5.4024
15 Mycobacterium intracellulare MOTT-02 MOTT-02 PRJNAS82153  5.4097
16 Mycobacterium abscessus subsp. bolletii str. GO 06 GO 06 PRJNA168263 4.68787
17 Mycobacterium neoaurum VKM Ac-1815D VKM Ac-1815D PRJINA177066 5.42127
18 Mycobacterium sp. JS623 JS623 PRJINAG0055  7.22177
19 Mycobacterium avium subsp. paratuberculosis MAP4 MAP4 PRJINA168471 4.82942
20 Mycobacterium sp. VKM Ac-1817D VKM Ac-1817D PRJNA183985 6.32422
21 Mycobacterium abscessus subsp. bolletii 50594 50594 PRJNA191917 5.27053
22 Mycobacterium abscessus subsp. bolletii CCUG 48898 = JCM 15300 JCM 15300 PRJDB747 4.97838
23 Mycobacterium marinum E11 El1 PRJEB5070 6.45052
24 Mycobacterium abscessus subsp. bolletii MM1513 PRJNA260833 4.50173
25 Mycobacterium avium subsp. avium 2285 (R) 2285 (R) PRJINA260407 5.16941
26 Mycobacterium abscessus subsp. bolletii 103 103 PRJNA260405 5.05139
27 Mycobacterium abscessus subsp. bolletii MA 1948 PRJNA260406 5.06419
28 Mycobacterium intracellulare 1956 1956 PRJNA260706 5.18305
29 Mycobacterium smegmatis str. MC2 155 MC2 155 PRJNA261003 6.98827
30 Mycobacterium smegmatis INHR1 PRJNA261003 6.98834
31 Mycobacterium smegmatis INHR2 PRJNA261003 6.9883
32 Mycobacterium abscessus subsp. bolletii MC1518 PRJNA263497 5.04926
33 Mycobacterium abscessus subsp. abscessus DJO-44274 PRJINA263506 4.68633
34 Mycobacterium abscessus subsp. abscessus 4529 PRJINA263504 4.68749
35 Mycobacterium avium subsp. avium DJO-44271 PRJNA263498 5.01126
36 Mycobacterium avium subsp. hominissuis TH135 TH135 PRJDB502 5.14593
37 Mycobacterium kansasii 662 662 PRJNA260705 6.38349
38 Mycobacterium avium subsp. avium 2285 (S) 2285 (S) PRJNA260408 5.19766
39 Mycobacterium kansasii 824 824 PRJNA260831 6.4023

40 Mycobacterium avium subsp. paratuberculosis E1l PRJNA269152 4.781
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Numero en matriz
41
42
43
44
45
46

#Organismo/Nombre

Mycobacterium avium subsp. paratuberculosis
Mycobacterium sp. EPa4b

Mycobacterium abscessus UC22
Mycobacterium fortuitum

Mycobacterium abscessus

Mycobacterium smegmatis

Nombre cadena
E93

EPa45

Uuc22

CT6

NOV0213
NCTC8159

BioProyecto
PRJINA269152
PRJINA285733
PRJNAS80959
PRJNA280545
PRJNA295901
PRJEB6403

Tamaifio (Mb)
4.78606
6.17741
5.25714
6.25462
5.17314
6.98327



B. Anexo: Manual de configuracion de
entorno virtual y ejecucion

identiclust-train

Requerimientos:

Python 3.3

Snakemake 3.11.0

La manera mas sencilla de configurar los prerequisitos es usando Miniconda de la distribu-
cién de python 3, asumiendo que se usa sistema operativo Linux los siguientes son los pasos
de configuracién

Instalar miniconda 3 en Linux

$ wget https://repo.continuum.io/miniconda/Miniconda3-latest-Linux-x86_64.sh

$ bash Miniconda3-latest-Linux-x86_64.sh
Crear entorno virtual y activarlo

$ conda env create --name identiclust-env --file environment.yaml

$ source activate identiclust-env

en caso que sea necesario instalar paquetes

$ conda config --add channels defaults
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$ conda config --add channels bioconda

$ conda install blast

Ejecutar el pipeline

$ snakemake



Anexo: Tablas de contingencia

Tabla C-1.: Tabla de contingencia Utilizando

Sixess
MTB | NMTB
Clasificaciones Correctas 50 7
Clasificaciones Incorrectas | 0 41

Tabla C-2.: Tabla de contingencia Utilizando

SpoTyping-v2.0

MTB | NMTB
Clasificaciones Correctas 35 12
Clasificaciones Incorrectas | 12 15

Tabla C-3.: Tabla de contingencia Utilizando

MIRU-profiler

MTB | NMTB
Clasificaciones Correctas 45 48
Clasificaciones Incorrectas | 5 0

Tabla C-4.: Tabla de contingencia Utilizando

mlst
MTB | NMTB
Clasificaciones Correctas 40 44
Clasificaciones Incorrectas | 0 6




43

Tabla C-5.: Tabla de contingencia Utilizando

Identiclust
MTB | NMTB
Clasificaciones Correctas 50 50
Clasificaciones Incorrectas | 0 0




D. Anexo: Optimizacion de

hiperparametros



In [ 1: import numpy as np
matrixz=np.load{ "identiclust-train/@.7_PERC both.npy")

In [ ]:| from sklearn.ensemble import RandomForestRegressor
rf = RandomForestRegressor(random_state = 5]
from pprint impert pprint

print('Parametros posibles:in')
pprint{rf.get_params{})

Parametros posibles:

{'bootstrap’: True,
‘criterion’: 'mse’,
‘max_depth’: None,
‘max_features': 'autao’,
‘max_leaf nodes’: None,
‘min_impurity decrease': 8.9,
‘minm_impurity split': Mone,
‘min_samples leaf’: 1,
‘min_samples split": 2,
‘min_weight_fraction_leaf': 8.8,
'n_estimators': 'warn',
'n_jobs": MNone,

‘oob_score’: False,
‘random_state': 42,
'verbose': B,
‘warm_start': False}

In [ 1: from sklearn.model_selection import RandomizedSearchCV
#Pdrametros seleccionados para optimizar
# Ndmero de drboles para el algoritmo
n_estimators = [int(x) for x in np.linspace{start = 208088, stop = 2880888, num = 18}]
# Nimero de caracteristicas a wtilizar en cada divisidn
max_features = ['auto', 'sqgrt’]
# Maximo numero de niveles en cada paso
max_depth = [int(x) for x in np.linspace(18088, 118888, num = 11688)]
max_depth.append (None)
# Minimo numero de muestras para dividir en cada nodo
min_samples_split = [208, 50, 88, 1lo8a]
# Minimo numero de muestras para cada hoja de cads drbol
min_samples_leaf = [18, 28, 48, @8]
# Metodo de seleccidn de muestras para entrenar cada drbol
bootstrap = [True, False]
# Creacion grilla aleatoria
random_grid = {'n_estimators’: n_estimators,
'max_features': max_ features,
‘max_depth’: max_depth,
‘min_samples split®: min_samples_split,
'min_samples_leaf': min_samples_leaf,
'bootstrap”: bootstrap}

In [ ]:| #etiquetar las muestras MTB y NMTH
¥ = np.zeros((1,96))
¥[:,8:58]=1

In [ ]:|# Usar la grilla aleatoria de pardametros para encontrar los mejores hiperpardmetros
rf = RandomForestRegressor()
rf_random = RandomizedSearchCV{estimator = rf, param distributions = random grid, n_iter = 188, cv = 3, werbose=2, r
andom_state=42, n_jobs = -1)
# ajustar el random forest
rf_random.fitimatrix, Y.ravel(})

Fitting 3 folds for each of 188 candidates, totalling 388 fits
[Parallel{n_jobs=-1)]: Using backend LokyBackend with 24 concurrent workers.

In [ ]: rf_random.best params_

{'bootstrap”: True,
'max_depth": 4874,
'max_features': 'auto',
'min_samples_leaf': 28,
'min_samples split®: 5@,
'n_estimators': B06O9}

Figura D-1.: Pasos optimizacién hiperparametros
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