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Resumen y Abstract  IX 

 

Resumen            

          

Metodología para identificar y caracterizar áreas sembradas en papa en el departamento de 

Cundinamarca a partir de la integración de imágenes ópticas y de radar 

 

Identificar áreas cultivadas en papa en Colombia permitiría programar mejor los periodos de 

siembra, disminuyendo la sobreoferta que reduce el precio a los productores. Las imágenes ópticas 

permiten identificar áreas de cultivo, pero la presencia de nubes es un factor limitante que se puede 

contrarrestar a través del método de fusión con imágenes radar, que complementa la información 

faltante. Con base en lo anterior, se desarrolló una metodología para identificar y caracterizar áreas 

sembradas en papa en Cundinamarca, integrando imágenes Sentinel 1 y 2. Como datos de 

referencia, se georreferenciaron lotes de papa del primer semestre de 2022 en Villapinzón y 

Lenguazaque. Se procesaron imágenes de Sentinel 1, Sentinel 2 y Sentinel 2 más índices 

espectrales de vegetación. Se realizó la fusión por análisis de componentes principales (ACP) y se 

construyó una imagen multitemporal con los seis primeros componentes de las imágenes 

seleccionadas. Se aplicaron algoritmos de bosques aleatorios (BA) y máquinas de vector de 

soporte (MVS). La evaluación de exactitud mejoró en la fusión con ACP, pues el algoritmo MVS 

aumento 4.7% y BA 7.3% con respecto a la exactitud global hallada con la imagen multitemporal 

de radar. Con respecto a lo encontrado con las imagenes multitemporales de imágenes ópticas sin 

incluir e incluyendo índices espectrales, no se encuentra diferencia en la exactitud global de BA, 

que fue del 96% para las tres imágenes. Para la clase papa, la métrica de exactitud F1 estuvo entre 

89 y 92%. El área obtenida para el cultivo de papa en el primer semestre de 2022 con la imagen 

multitemporal por fusión de ACP y algoritmo BA, fue de 13.202 ha. Este valor es coherente y 

cercano a la realidad si se compara con lo obtenido en 2021 para el área de estudio (27.593 ha/año; 

aproximadamente 13.797 ha/semestre). 

 

Palabras clave: Fusión, imagen óptica, imagen radar, bosques aleatorios, máquina de vector de 

soporte.  
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Abstract         

                     

Methodology to identify and characterize areas planted in potato in the department of 

Cundinamarca from the integration of optical and radar images. 

 

Identifying cultivated areas with potato crops in Colombia would allow better programming of 

planting periods, reducing the oversupply that reduces the price to producers. Optical images make 

it possible to identify croping areas, but clouds are a barrier. This can be counteracted through the 

fusion method with radar images, which complements the missing information. Based on this, a 

methodology is presented to identify and characterize areas planted with potatoes in 

Cundinamarca, integrating Sentinel 1 and 2 images. As reference data, potato lots from the first 

semester of 2022 in Villapinzon and Lenguazaque were georeferenced. Sentinel 1 and 2 images 

were processed, including vegetation indices. Fusion was performed by principal component 

analysis (PCA) and a multitemporal image was constructed with the first six components of the 

selected images. Random forest (RF) and support vector machine (SVM) algorithms were applied. 

The accuracy evaluation improved in the fusion with PCA, since the SVM algorithm increased 

4.7% and RF 7.3% with respect to the global accuracy found with the multitemporal radar image. 

With respect to what was found with the multitemporal images of optical images without including 

and including spectral indices, no difference was found in the global accuracy of RF, which was 

96% for the three images. For the potato class, the F1 accuracy metric was between 89 and 92%. 

Area obtained for potato cultivation in the first semester of 2022, with the multitemporal image by 

PCA fusion and RF algorithm was 13,202 ha. This value is coherent and close to reality when 

compared to what was obtained in 2021 for the study area (27,593 ha/year; approximately 13,797 

ha/semester). 

 

Keywords: Fusion, optical image, radar image, random forests, support vector machine. 
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1. Capítulo I. Introducción 

 

1.1 Contexto 

 

El cultivo de papa (Solanum tuberosum) ocupa el tercer lugar en importancia a nivel mundial como 

producto alimenticio (CIP, 2017). El Ministerio de agricultura y desarrollo rural (MADR, 2019) 

reporta que en Colombia el 90% del área sembrada se concentra en cuatro departamentos: 

Cundinamarca (39%), Boyacá (24%), Nariño (21%) y Antioquia (6%). Durante el año 2018 se 

cosecharon 130.176 hectáreas (ha) de papa con una producción total de 2.782.676 toneladas (t), 

con rendimientos promedio de 21.4 t ha-1. Adicionalmente, este cultivo es de gran relevancia para 

el país, no solo por su alto consumo sino porque de él dependen más de 100.000 familias, 

catalogadas como pequeños productores ya que siembran menos de tres hectáreas (MADR, 2019). 

El cultivo de papa sustenta la seguridad alimentaria del país e influye substancialmente en el 

empleo y desarrollo de la población rural de los departamentos en los que tiene dominio. 

 

El área sembrada en papa ha cambiado en los últimos años y la tendencia se ha inclinado a la 

disminución por diversas razones. Algunas de esas causas son disminución gradual del consumo 

interno de papa, incremento constante en el rendimiento porque se ha mejorado la tecnificación y 

la asistencia técnica, también por la inclusión de mejores variedades, lo que permite tener mayor 

producción en menor área (MADR, 2019). Según el Consejo Nacional de la papa entre el 2008 y el 

2018 disminuyó el área sembrada en papa en 8.139 hectáreas (ha), pasando de 138.315 ha a 

130.176 ha. Sin embargo, aumentó la producción en un 6.8% para el mismo periodo, indicando 

que, a pesar de disminuir el área de siembra, se han mejorado las técnicas del cultivo (MADR, 

2019). 

 

El ministerio de agricultura y desarrollo rural (MADR), junto con la unidad de Planificación Rural 

Agropecuaria (UPRA) (MADR, 2019), con el propósito de identificar las áreas que sean 

competitivas para establecer cultivos de papa, clasificaron los municipios en tres niveles de aptitud. 

Con esta información se espera saber cuál es la aptitud de las áreas sembradas y cúal es el 

potencial para nuevas siembras teniendo en cuenta que existen sistemas productivos de papa fuera 

de las áreas aptas o legalmente permitidas, que disminuye la competitividad y sostenibilidad, la 

dispersión y la inexistente planeación de la producción. Para el sector y los diferentes actores que 

conforman la cadena productiva de la papa, es importante ordenar la producción del país, obtener 
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información confiable y estratégica para la toma de decisiones y la regulación de la producción 

(MADR, 2019). 

 

Son evidentes los adelantos que se han desarrollado en el mundo, con la percepción remota y los 

algoritmos de clasificación para el monitoreo de áreas sembradas en cultivos específicos. Sin 

embargo, la UPRA (2022), informa que en Colombia y específicamente para la papa, la 

información que se obtiene sobre área producción y rendimiento, son cifras muy distintas entre 

diferentes fuentes y ninguna tiene la suficiente credibilidad entre los actores de la cadena. La 

información que se tiene de los censos regionales y nacionales está obsoleta porque es muy antigua 

y dados los cambios evidentes en el tiempo con respecto a las áreas y los rendimientos, es urgente 

tener una metodología que permita estimar estas variables de forma precisa y constante (UPRA, 

2022).  Adicionalmente, se ha expuesto la existencia de cultivos de papa en zonas protegidas como 

los páramos y se estima que el 21% de la papa en Colombia se produce en dichas áreas. Dado los 

efectos del cambio climático, se ha aumentado la dispersión de la producción en zonas no aptas, lo 

que ha generado falta de información detallada que permita tomar decisiones que aporten al 

mejoramiento de la cadena y a disminuir el impacto negativo que se está creando dentro de la 

misma (UPRA, 2022).    

 

La percepción remota es una manera económica de obtener información recurrente a escala local y 

regional, lo que facilita identificar áreas agrícolas teniendo en cuenta la variabilidad espacio 

temporal (Weiss et al., 2020). Lozano-Tello et al. (2021), reportan que los satélites Sentinel 

ofrecen una buena resolución espacial y temporal, que permite monitorear sistemáticamente los 

cultivos y hacer seguimiento a condiciones o áreas agrícolas específicas. Así mismo, comentan que 

la combinación o fusión de imágenes multiespectrales y de radar de los satélites Sentinel, ha 

permitido mejorar la calidad de las imágenes, obteniendo mejor información. También, se pueden 

involucrar algoritmos de aprendizaje de máquina, que tienen buenos resultados en la exactitud para 

la identificación de cultivos.  

 

1.2 Planteamiento del problema 

 

MADR (2019), informa que, la cantidad de área que se siembra en cultivos de papa es muy 

variable. En los últimos 18 años disminuyó en 11% y se ha dado principalmente por el 

comportamiento de los precios y por qué los rendimientos han aumentado. El clima influye 
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bastante en la estacionalidad de las áreas sembradas, ya que este cultivo depende del agua lluvia; 

en épocas secas tiende a disminuir el área sembrada y en épocas de lluvia a aumentar. La 

incertidumbre con respecto a las áreas sembradas en papa ha desencadenado en algunas épocas una 

sobreoferta en los mercados mayoristas, lo que disminuye significativamente los precios de la papa 

y por ende los ingresos de los pequeños productores, que en ocasiones han perdido todo por esta 

situación.  

 

En el año 2020 el presidente de FEDEPAPA manifestó a través de los principales periódicos de 

Colombia (El Tiempo, El Espectador, Semana, Portafolio, La República) y luego de que se 

presentaran precios de la papa de $7000/bulto (demasiado bajos ya que el promedio es 

30.000/bulto), que era urgente conocer con detalle lo que tiene que ver con el cultivo para 

programar la producción, de tal manera que se organicen las siembras y se pueda monitorear el 

área sembrada. Es de gran interés de la federación y de los productores conocer cuáles son las 

áreas sembradas, en donde se concentran y cómo se comportan por departamento.  

 

Xun et al. (2021), comentan que la identificación de áreas sembradas en cultivos de grandes 

extensiones es costosa si se hace de manera presencial, por lo que se deben usar estrategias de 

menor costo pero que arrojen resultados cercanos a la realidad. Sin embargo, es difícil extender las 

reglas y parámetros de clasificación a mayor área, ya que diferentes tipos de cultivos en diferentes 

regiones pueden exhibir características espectrales similares al mismo tiempo. Para resolver este 

problema, algunos investigadores han utilizado compuestos multitemporales que pueden reflejar la 

información de la fenología de los cultivos (Xun et al., 2021). No obstante, se siguen presentando 

inconvenientes tales como presencia de nubes en los compuestos multitemporales que se deben 

solucionar, para obtener el mejor resultado. 

 

La presencia de nubes es la principal limitación de los sensores ópticos, ya que la radiación del sol 

no puede penetrar a través de las nubes y las imágenes ópticas captan su reflejo, ocultando 

información de la cobertura y el uso del suelo (Van Tricht et al., 2018). Las zonas de mayor 

producción de papa en Colombia se caracterizan por presentar nubes todo el año, lo que limita la 

identificación de cultivos sólo con imágenes multiespectrales. A través de la plataforma Google 

Earth Engine (Gorelick et al., 2017) se filtraron imágenes ópticas que cubrían gran parte del 

departamento de Cundinamarca para el año 2021, de la base de datos Sentinel-2 MSI: 

MultiSpectral Instrument Level-2ª, donde se encontraron 74 imágenes para el año 2021 (Revisión 
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propia). De estas, tres tenían menos del 30% presencia de nubes, una imagen menos del 20% y 

cero imágenes menos del 10% de nubes (Gorelick et al., 2017).  

 

Al contar con tan pocas imágenes ópticas (Landsat, Sentinel 2, etc) con bajo porcentaje de nubes, 

se hace necesario usar estrategias que permitan contrarrestar dicha disponibilidad y usar técnicas 

que ayuden a obtener la información faltante donde hay presencia de nubes. Las imágenes de radar 

de apertura sintética (SAR), no se ven afectadas por las nubes, son muy sensibles para identificar 

ciclos fenológicos de los cultivos, y permiten mejorar la exactitud del mapeo de cultivos, en 

consecuencia, al combinarlas con imágenes ópticas facilitan la generación de información espacial 

y temporal del estado de los cultivos (Chen et al., 2021).  

 

1.3 Conceptos básicos de la investigación 

 

La disponibilidad y fácil adquisición de información climática, imágenes radar y ópticas tomadas 

con satélites, permiten capturar la dinámica del uso de la tierra y realizar clasificación e 

identificación de cultivos, a pesar de la variación en poco tiempo. Existen los satélites Sentinel 1 y 

Sentinel 2, diseñados por el proyecto Copernicus de la Unión Europea (ESA, 2012, 2015). El 

satélite Sentinel 1 es un moderno radar que obtiene imágenes de banda C. y se pueden obtener las 

imágenes de forma gratuita, con una resolución espacial de 5 a 20 metros y con alta resolución 

temporal, permitiendo capturar la dinámica de las áreas agrícolas (Bargiel, 2017). Recientemente, 

se han usado las imágenes de radar con enfoque de clasificación multitemporal, series de tiempo 

que podrían discriminar los cambios que se generan en un ciclo productivo utilizando información 

fenológica, ya que los cultivos agrícolas tienen diferentes genotipos y fenotipos, diferentes 

patrones de cultivo y cosecha (o calendarios agrícolas) únicos para cada cultivo (Ashourloo et al., 

2020).  

 

Con respecto al sensor Sentinel 2, adquiere imágenes multiespectrales de la tierra, compuestas por 

13 bandas y con una resolución espacial de 10, 30 y 60 metros dependiendo de la banda. Los 

productos ópticos obtienen información sobre las propiedades de la tierra en función de su 

reflectancia espectral (Joshi et al., 2016). 

 

La combinación de datos multisensor es la estrategia ampliamente aceptada para superar las 

limitaciones de la presencia y la sombra de las nubes (Joshi et al., 2016). El radar de apertura 
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sintética (SAR) utiliza un microondas activo como fuente de energía para el área objetivo y este es 

independiente de la iluminación solar, la hora del día y las condiciones climáticas (Tufail et al., 

2021). Al tener disponibles imágenes gratuitas (P. Ej., imágenes ópticas y de radar de satélites, 

como Sentinel 1 y 2) y poderlas fusionar, es posible obtener una mayor resolución espectral, 

compensando las limitaciones del uso de productos de datos únicos por sí solos (Joshi et al., 2016).  

 

Se han desarrollado varios métodos y/o herramientas que permiten usar imágenes de diferentes 

sensores, combinando o fusionando datos que mejoran la calidad de la información que se puede 

obtener de una sola imagen (Vijayaraj et al., 2006). En algunos casos es claro que una sola imagen 

puede tener vacíos que no permiten hacer un análisis adecuado, pero al complementar con 

información relevante de otras imágenes, inclusive de épocas distintas, se puede obtener una mejor 

versión y realizar un adecuado análisis. Sin embargo, no es una tarea fácil, es un desafío aplicar los 

métodos para combinar o fusionar de manera efectiva, las propiedades de los objetos de la 

superficie proporcionadas por el sensor óptico (S2) y las características estructurales de los 

elementos del paisaje proporcionadas por el sensor de radar (S1), es decir, se pueden considerar 

complementarios con respecto a la tarea de mapeo de la cobertura del suelo (Ienco et al., 2019). 

 

La fusión de imágenes de radar y ópticas se ha usado para la clasificación de cultivos, ya que las 

imágenes de radar proporcionan información sobre el dosel y su estructura, la rugosidad de la 

superficie, la humedad del suelo y la topografía. Asimismo, las imágenes ópticas complementan la 

información, incluyendo pigmentos, contenido de agua y nivel de estrés de las plantas (Sujud et al., 

2021). Dada la complementariedad de las imágenes ópticas y de radar (teniendo en cuenta sus 

diferentes capacidades de penetración), se han usado en asociación para mejorar y obtener más 

información cuando se monitorean áreas agrícolas (Marais Sicre et al., 2020). 

 

La fusión de imágenes se puede realizar a nivel de píxel, clases de interés o características y a nivel 

de decisión. Es importante decir que se deben realizar correcciones atmosféricas y geométricas 

antes de aplicar algún método de fusión. Existen varios métodos de fusión espaciotemporal, los 

cuales se pueden clasificar en tres tipos: 1) basados en la reconstrucción o filtros, donde se genera 

una reflectancia espectral sintética, 2) basados en la desmezcla que se basan en la mezcla espectral 

lineal para extraer una proporción a nivel de subpixeles o 3) basados en el aprendizaje donde se usa 

el aprendizaje automático para predecir imágenes de resolución temporal fina a partir de resolución 

espacial gruesa (Belgiu & Stein, 2019).  
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A lo largo de los años, se han desarrollado varias técnicas de fusión de datos de satélite. Las más 

utilizadas son el análisis de componentes principales (PCA), la saturación de intensidad (IHS), la 

transformación de Brovery (BT), la fusión multiplicativa, la fusión de Ehlers, los filtros de paso 

alto (HPF), etc (Veerabhadraswamy et al., 2021). Con respecto al uso de métodos de aprendizaje 

automático para extraer información sobre la distribución espacial de los cultivos, los algoritmos 

de aprendizaje supervisado píxel por píxel, son árbol de decisión (DT), máxima verosimilitud 

(MLC), red neuronal artificial (ANN), máquina de vectores de soporte (MVS) y bosque aleatorio 

(BA), son los más usados (Chen et al., 2021; Sonobe et al., 2017; Sujud et al., 2021). 

 

1.4 Propósito y pregunta de investigación 

 

La Unidad de Planificación Rural Agropecuaria (UPRA, 2022), expresa los principales retos 

estructurales que enfrenta la cadena de la papa en Colombia, donde se mencionan los problemas 

con las áreas en la que se siembra papa, por la pendiente y el grado de erosión que no son aptas 

para el cultivo y la presencia de cultivos en casi todas las áreas de páramo. Adicionalmente, se 

menciona que existen limitaciones en la información que se genera en el sector, ya que no es 

confiable y está muy desactualizada. La forma en la que se monitorean las áreas sembradas en papa 

es de manera presencial, lo que lo hace demorado y costoso. El propósito principal de esta 

investigación es aportar una metodología que permita monitorear las áreas sembradas en papa, 

teniendo como insumo imágenes satelitales ópticas y de radar.  

 

Pregunta de investigación  

 

La pregunta de investigación que pretende responder este proyecto es ¿Cuál es la contribución de 

fusionar imágenes multitemporales Sentinel 1 y Sentinel 2 para optimizar la identificación de 

cultivos de papa? 

 

Preguntas específicas 

 

a) ¿Cuáles son las variables de las imágenes Sentinel 1 y Sentinel 2 que mejoran la 

identificación y caracterización de cultivos de papa? 

b) ¿Cuánto mejora la evaluación de exactitud al fusionar imágenes Sentinel 1 y Sentinel 2 

con clasificadores de uso común como BA y MVS? 
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c) ¿Cuál es el procedimiento que permite identificar cultivos de papa a partir de imágenes 

Sentinel 1 y 2? 

 

1.5 Objetivos de la investigación 

 

1.5.1. Objetivo general  

 

Desarrollar una metodología para identificar y caracterizar áreas sembradas en papa en 

Cundinamarca, utilizando imágenes ópticas (Sentinel-2) y de radar (Sentinel-1). 

 

1.5.2. Objetivos específicos 

 

Evaluar el potencial de los datos multitemporales Sentinel 1 y 2 para la identificación y 

caracterización de cultivos de papa, en diferentes estados fenológicos. 

 

Evaluar el desempeño de los algoritmos bosques aleatorios y máquinas de vector de soporte para 

monitorear cultivos de papa. 

 

Construir un protocolo para identificar áreas sembradas en papa a partir de imágenes Sentinel 1 y 

2. 

 

1.6 Justificación 

 

Dada la importancia de conocer el entorno de los cultivos y estimar la cantidad de área ocupada 

por estos, se deben adoptar alternativas que aporten a la planificación de forma rentable y 

sostenible. La rotación de cultivos y el constante cambio interanual en los sistemas productivos en 

un área específica, hace que el mapeo de suelos agrícolas sea complejo y desafiante, pero 

indispensable (Carletto et al., 2015). Sin embargo, debido al tamaño, diseminación y, en muchos 

casos, difícil acceso de las áreas agrícolas es inviable estimar las áreas con estrategias tradicionales 

(Leslie et al., 2017). Actualmente, la información generada por las evaluaciones agropecuarias 

EVA y la encuesta nacional agropecuaria ENA, no es confiable ni suficiente para los actores de la 

cadena (MADR, 2019). Dicha información es ineficiente porque no se actualiza de manera 

periódica y es demorada la obtención de la información. Existen otros métodos dentro de los 
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avances que se presentan en el mundo y dentro de la agricultura de precisión, que tienen un papel 

importante en la identificación y discriminación de cultivos en grandes áreas, como los alcanzados 

por la percepción remota y algoritmos de clasificación.  

 

Es de vital importancia apoyar a los agricultores a decidir las fechas de siembra y cosecha, 

involucrando la tecnología y teniendo en cuenta los patrones climáticos (Sacks et al., 2010) y la 

oferta-demanda del producto. Para que un sistema productivo sea sostenible, se requiere aplicar 

tecnologías económicas y eficientes que brinden información para tomar decisiones que mejoren 

su rentabilidad.  La mejora en los algoritmos de procesamiento de imágenes digitales y el aumento 

de la disponibilidad de datos de recursos terrestres hacen de la percepción remota una tecnología 

de mapeo sistemática y rentable, ya que se producen periódicamente productos de cobertura 

terrestre que ofrecen una gran variedad de información científica a diferentes escalas espaciales y 

temporales (Gómez et al., 2016). 

 

1.7 Organización del documento 

 

Este documento contiene los siguientes capítulos. El capítulo 2 presenta el marco de referencia del 

trabajo de investigación, el capítulo 3 describe la metodología implementada para corregir las 

imágenes de Sentinel 1 y 2, procesamiento previo a la fusión de imágenes, fusión de imágenes, 

aplicación de los algoritmos MVS y BA para la identificación de cultivos de papa en el área de 

estudio. El capítulo 4 presenta los resultados obtenidos con los datos y métodos usados en este 

estudio. El capítulo 5 despliega la discusión del método propuesto y los resultados obtenidos. Por 

último, el capítulo 6 presenta las conclusiones y recomendaciones dadas a partir de lo encontrado 

en esta investigación. 
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2. Capítulo II. Marco teórico y estado del arte 

 

2.1 Marco teórico 

 

El desarrollo de satélites que capturan imágenes a partir de sensores que registran la radiación 

electromagnética o emiten ondas, más allá de lo que percibimos los seres humanos, ha sido un 

avance para la compresión y monitoreo de la cobertura terrestre, los cambios y sus 

particularidades. A continuación, se mostrarán las características relevantes de la interacción entre 

las ondas y la vegetación, los satélites Sentinel 1 y Sentinel 2, las características de las imágenes 

que proporciona y cuáles son los procesos que se deben realizar. 

 

2.1.1. Propiedades ópticas de la vegetación (reflectancia en el espectro 

óptico)  

 

El conocimiento sobre las variaciones de la vegetación y los patrones de distribución, las 

alteraciones en los ciclos fenológicos (crecimiento) y las modificaciones en la fisiología y 

morfología de las plantas proporciona información valiosa sobre las características climáticas, 

edáficas, geológicas y fisiográficas de un área (Jensen, 2015). La relación entre la radiación solar 

incidente en la superficie y la composición espectral de la energía reflejada por los objetos 

proporciona una gran cantidad de información sobre la naturaleza física (p. ej., química de la hoja, 

estrés de la planta, contenido de agua, nutrición de la planta, etc.) y estructural de la superficie (p. 

ej., altura del dosel, área foliar y rugosidad del suelo) (Chuvieco, 2016). Las respuestas espectrales 

forman la base para discriminar objetos a partir de mediciones en la región solar del espectro 

electromagnético. Sin embargo, estas firmas no son constantes para cada cobertura, ya que el flujo 

de radiación detectado por sensores remotos depende no solo de las propiedades intrínsecas del 

área observada o del estado como tal del objeto, sino también de las condiciones externas de la 

medición como componentes atmosféricos, variaciones en la cobertura del suelo, tipo de suelo, 

condiciones de iluminación solar, pendiente del terreno (Chuvieco, 2016). 

 

Las propiedades de reflectancia de la vegetación son complejas y es el resultado de interacciones 

fisicoquímicas y factores externos que influyen en la señal detectada por el sensor. Las diferencias 
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en las concentraciones de pigmentos de la hoja son responsables de los cambios de "color", 

principalmente en la parte visible del espectro, mientras que el contenido de humedad de la hoja 

implica interacciones energéticas en el infrarrojo de onda corta. La condición fisiológica de la 

planta (vigor, fenología, estrés) implica la disponibilidad de nutrientes, agua y luz, lo que altera los 

pigmentos, las ligninas y las interacciones bioquímicas relacionadas con el agua y afecta a la 

estructura de la planta (Chuvieco, 2016).  

 

La absorción de luz de la vegetación por los pigmentos de las hojas domina el espectro de 

reflectancia en la región visible (Figura 2-1). Los pigmentos de clorofila a y b absorben 

selectivamente las longitudes de onda azul (400 a 500 nm) y roja (600 a 700 nm) para la 

fotosíntesis. El pigmento amarillo a rojo anaranjado, caroteno, tiene una fuerte absorción en las 

longitudes de onda azules (400–500 nm). El pigmento rojo y azul, la xantofila, también se absorbe 

fuertemente en el rango de 400 a 500 nm y es responsable de varios colores de hojas senescentes. 

La vegetación estresada emitirá una respuesta espectral diferente correspondiente al efecto del 

estrés sobre los diversos pigmentos de las hojas. El fuerte aumento de la reflectancia entre las 

regiones roja y del infrarrojo cercano se conoce como borde rojo y se utiliza en la detección del 

estrés de las plantas. La región del infrarrojo medio (1300–2500 nm) está dominada por la 

absorción de agua del suelo y de las hojas, particularmente a 1400 y 1900 nm, y la reflectancia 

aumenta cuando el contenido de agua líquida de las hojas disminuye (Huete, 2004). 

 

 
Figura 2-1. Reflectancia espectral de una hoja verde (adaptado de Chuvieco, 2016.) 



11 Metodología para identificar y caracterizar áreas sembradas en papa en el departamento de Cundinamarca a partir de la 

integración de imágenes ópticas y de radar 

 

 

2.1.2. Interacción entre la vegetación y las imágenes de radar polarizadas 

 

El radar de apertura sintética (SAR) transmite señales de microondas y miden la parte 

retrodispersada de la señal. Luego, utilizan la señal para derivar la sección transversal del radar y, a 

partir de ella, describen las características de la superficie o el objeto reflectante. Las imágenes 

SAR son mapas de intensidad de retrodispersión en dimensiones de rango-azimut. Como SAR es 

un instrumento de detección de microondas con su propia fuente de iluminación, el usuario puede 

especificar varios parámetros, como la frecuencia, el ángulo de visión y la polarización. Una 

frecuencia más baja, o una longitud de onda equivalentemente más larga, implica una mayor 

penetración en la nieve, la vegetación y las estructuras aluviales (Arsenios Tsokasa, Maciej Ryszb, 

Panos M. Pardalos, 2022). Los diferentes tipos de polarización interactúan de manera diferente con 

los objetos. La mayoría de los SAR transmiten y reciben señales polarizadas linealmente, ya sea 

con polarización horizontal o vertical. La frecuencia específica, el ángulo de visión, la polarización 

y el área iluminada de un conjunto de datos SAR determinan para qué aplicaciones es apropiado el 

conjunto de datos (Arsenios Tsokasa, Maciej Ryszb, Panos M. Pardalos, 2022). 

 

Hay diferentes mecanismos de retrodispersión típicos de las señales electromagnéticas de longitud 

de onda corta y larga para diversas coberturas superficiales en condiciones de no inundación y de 

inundación (Figura 2-2). El pasto/suelo si está "seco" tiene reflexión superficial tanto en 

longitudes de onda cortas como largas debido a la rugosidad relativa de la superficie, además de la 

retrodispersión volumétrica de los pastos (longitud de onda corta) y la penetración en el propio 

suelo (la penetración será mayor en las longitudes de onda largas). Cuando se inunda, la reflexión 

se vuelve especular (suponiendo poca rugosidad de la superficie del agua) aunque la vegetación 

emergente creará retrodispersión en las longitudes de onda cortas. En el caso del bosque, la 

retrodispersión de longitudes de onda cortas estará dominada por la retrodispersión de volumen 

dentro del dosel y, si es denso, la energía electromagnética podría no penetrar en la superficie. Las 

longitudes de onda más largas se dispersarán desde las ramas y la estructura de los árboles, además 

de la retrodispersión de "doble rebote" en la superficie/tronco. Cuando se inunda, el retorno de 

"doble rebote" se amplifica mucho. En las regiones urbanas el efecto de "doble rebote" puede 

tender a dominar en ambas escalas, aunque las superficies aparecerán más "ásperas" en las 

longitudes de onda cortas, atenuando este efecto. Cuando se inunda, los retornos de "doble" y, de 

hecho, de múltiples rebotes, se intensifican significativamente (Schumann & Moller, 2015). 
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Figura 2-2. Esquema de diferentes mecanismos de retrodispersión de onda corta y larga para diversas 

coberturas superficiales en condiciones de no inundación y de inundación (Schumann & 

Moller, 2015). 

 

SAR es sensible a las características dieléctricas y geométricas de las plantas. SAR tiene una 

propiedad de penetración y, dependiendo de la frecuencia, puede obtener información debajo de la 

cubierta vegetal. Adicionalmente SAR puede usar diferentes parámetros de imagen, como los 

ángulos de incidencia y las configuraciones de polarización del sensor, para obtener una gran 

cantidad de información (LIU et al., 2019). Las señales SAR retrodispersadas por los cultivos se 

ven afectadas por la estructura de la biomasa, la condición del suelo, la rugosidad de la superficie y 

las configuraciones del sensor (frecuencia, polarización y ángulo de incidencia) (Stankiewicz, 

2006). Los cultivos con diferentes etapas fenológicas de crecimiento tienen diferentes respuestas 

de retrodispersión para las distintas polarizaciones y las distintas frecuencias. Se ha sugerido que la 

exactitud de la identificación de cultivos mejorará con el uso de múltiples polarizaciones (McNairn 

et al., 2009). Generalmente, los coeficientes de retrodispersión de diferentes polarizaciones/bandas 

se comparan para la identificación de cultivos y los datos SAR multipolarimétricos con alta 

densidad temporal se utilizan para determinar los tipos de cultivos a la luz de sus variaciones 

fenológicas (LIU et al., 2019). 
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2.1.3. Imágenes satelitales sensores Sentinel 1 y Sentinel 2 

 

Características de las imágenes radar 

 

El sensor radar detecta la presencia de un objetivo capturando la energía que el objetivo refleja 

hacia la antena del radar. El radar mide el intervalo de tiempo entre la transmisión de una señal (en 

forma de un pulso corto) y la recepción de un retorno (la señal retrodispersada) del objetivo. Una 

imagen de radar es un mapa bidimensional (2D) de las variaciones espaciales del coeficiente de 

retrodispersión del radar (una medida de la intensidad de la señal devuelta al sensor de radar) de 

una escena iluminada. Una escena incluye objetivos, terreno y otros fondos. La imagen 

proporciona información sobre la posición y la intensidad de los dispersores en toda la escena. 

Mientras que una imagen óptica común sólo conserva la amplitud, una imagen de radar contiene 

naturalmente información de fase y amplitud (Goodman & Carrara, 2005).   

 

La Agencia Espacial Europea (ESA, 2012), lanzó la misión Sentinel-1, la cual comprende una 

constelación de dos satélites en órbita polar, que operan día y noche, generando imágenes de radar 

de apertura sintética de banda C (permite adquirir imágenes independientemente del clima, la 

nubosidad o la falta de iluminación). Sentinel 1 toma imágenes en cuatro modos con diferente 

resolución (hasta 5 m) y cobertura (hasta 400 km). Cada modo puede producir potencialmente 

productos en el nivel 0 de SAR (secuencia de datos sin procesar), Single Look Complex (SLC) de 

nivel 1 (Enfocados georreferenciados utilizando datos de órbita y actitud del satélite y 

proporcionados en geometría de rango inclinado Doppler cero), Ground Range Detected (GRD) de 

nivel 1 (Detectados, analizados y proyectados al rango terrestre utilizando un modelo de elipsoide 

terrestre) y Ocean Swell (OSW) de nivel 2. Los productos de datos (Tabla 2-1) están disponibles 

en polarización simple (VV o HH) para el modo de onda y polarización dual (VV+VH o HH+HV) 

o polarización simple (HH o VV) para los modos SM, IW y EW (ESA, 2012). 

 

Filipponi (2019), expone de manera organizada que procesos se deben aplicar a cada una de las 

imágenes radar para reducir el error y hacer la clasificación: 1) se realiza la corrección de órbita; 

precisando la órbita contenida en los metadatos con información proveniente de los satélites días 

después de tomar la imagen. 2) se elimina el ruido térmico, permitiendo normalizar la señal de 

retrodispersión. 3) se elimina el ruido fronterizo, corrigiendo la hora de inicio, para compensar el 

cambio de curvatura de la tierra y eliminar los datos no válidos en los bordes de la escena. 4) se 
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calibra la imagen, pasando los niveles digitales (valores de intensidad) a retrodispersión SAR 

(valores sigma 0) calibrada radiométricamente. 5) el filtrado de manchas o efecto sal y pimienta se 

debe a la interferencia de ondas reflejadas y es el siguiente paso por corregir, aumentando la 

calidad de la imagen. 6) se realizá la corrección de terreno de rango Doppler, para compensar la 

distorsión relacionada con la geometría de aspecto lateral y así la imagen será lo más cercano al 

mundo real. 7) finalmente, se realizá la conversión para pasar de coeficiente de retrodispersión sin 

unidades a decibeles (db), usando una transformación logarítmica (Filipponi, 2019). 

 

Tabla 2-1. Principales modos de medición de Sentinel-1. Fuente: ESA, 2012. 

Parámetro 
 Modo interferométrico 

de barrido ancho (IW) 

Modo de 

onda (WV) 

Modo mapa de 

franjas (SM) 

Modo de 

barrido extra 

ancho (EW) 

Polarización  
Doble (HH+HV, 

VV+VH) 

Individual 

(HH, VV) 

Doble (HH+HV, 

VV+VH) 

Doble (HH+HV, 

VV+VH) 

Acceso (ángulos de incidencia) 31° – 46° 23° + 37°  20° − 47° 20° – 47° 

Resolución azimutal 20 m  5 m  5 m 40 m 

Resolución del alcance del suelo 5 m  5 m  5 m 20 m 

Franjas 250 km 20 x 20 km 80 km 410 km 

Máximo equivalente de ruido 

sigma cero (NESZ) 
−22 dB −22 dB −22 dB −22 dB 

Estabilidad radiométrica 0.5 dB (3σ) 0.5 dB (3σ) 0.5 dB (3σ) 0.5 dB (3σ) 

Exactitud radiométrica 1 dB (3σ) 2 dB (3σ) 3 dB (3σ) 4 dB (3σ) 

Error de fase 5° 5° 5° 5° 

 

Características de las imágenes multiespectrales 

 

Jensen (2015), reporta que los sensores pasivos registran la radiación electromagnética (EM) 

reflejada o emitida por un objeto o terreno. La resolución espectral es el número y la dimensión 

(tamaño) de los intervalos de longitud de onda (denominados bandas) del espectro 

electromagnético a los que es sensible un instrumento de percepción remota multiespectral, 

registrando la energía en múltiples bandas del espectro electromagnético. La radiación reflejada o 

emitida por la superficie de la Tierra proporciona información crítica sobre las propiedades de los 

suelos, el hielo, la nieve agua, vegetación y rocas. Chuvieco (2016), dice que el objetivo es 

comprender cómo la energía EM interactúa con la superficie para poder extraer mejor la 

información relevante de las imágenes. La energía EM reflejada es detectada por el sensor del 

satélite, que registra y transmite esta señal a una estación receptora. Una imagen digital es una 

traducción numérica de las radiancias originales recibidas por la radiación recibida en el sensor, se 

convierte en un valor numérico discreto para cada una de las bandas espectrales a las que es 
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sensible el sensor. Esos valores representan las propiedades ópticas del área muestreada dentro de 

la cobertura del sensor. 

 

La Agencia Espacial Europea (ESA, 2015), lanzó la misión Sentinel-2 de generación de imágenes 

multiespectrales de alta resolución y amplia franja. La especificación completa de la misión de los 

satélites gemelos que vuelan en la misma órbita, pero en fase de 180° está diseñada para brindar 

una alta frecuencia de revisión de 5 días en el ecuador. Sentinel-2 lleva un instrumento óptico que 

muestrea 13 bandas espectrales (Tabla 2-2), con resolución espacial en cuatro bandas a 10 m, seis 

bandas a 20 m y tres bandas a 60 m. Su objetivo es monitorear la variabilidad en las condiciones de 

la superficie terrestre y su amplio ancho de franja (290 km), resolución temporal alto (10 días en el 

ecuador con un satélite y 5 días con 2 satélites en condiciones sin nubes, lo que da como resultado 

2-3 días en latitudes medias) apoyará el seguimiento de los cambios en la superficie de la Tierra. 

 

Tabla 2-2. Bandas que contiene Sentinel-2. Fuente: ESA, 2015. 

Número 

de 

banda 

Longitud de 

onda central 

(nm) 

Ancho de 

banda (nm) 

Resolución 

espacial 

1 443 20 60 

2 490 65 10 

3 560 35 10 

4 665 30 10 

5 705 15 20 

6 740 15 20 

7 783 20 20 

8 842 115 10 

8b 865 20 20 

9 945 20 60 

10 1375 20 60 

11 1610 90 20 

12 2190 180 20 

 

Jensen (2015), informa que conjuntos de datos de percepción remota contienen datos precisos y de 

alta calidad. Sin embargo, a veces se introducen errores (o ruido) en los datos de los sensores 

remotos a causa de a) el entorno (por ejemplo, la dispersión atmosférica), b) un mal 

funcionamiento aleatorio o sistemático del sistema (por ejemplo, un detector no calibrado) o c) un 

procesamiento inadecuado de los datos de los sensores remotos en el aire o en tierra antes del 
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análisis real de los datos (por ejemplo, una conversión analógica a digital inexacta). Los dos tipos 

de error más comunes que se encuentran en los datos son el error radiométrico y el geométrico. La 

corrección radiométrica se ocupa de mejorar la precisión de las mediciones de reflectancia 

espectral, emitancia o retrodispersión de la superficie obtenidas utilizando un sistema de 

percepción remota (Johannsen & Daughtry, 2009; San & Suzen, 2010). La corrección geométrica 

se refiere a la colocación de las mediciones reflejadas, emitidas o los productos derivados en su 

posición planimétrica adecuada (mapa). La corrección radiométrica y geométrica de los datos suele 

denominarse operaciones de preprocesamiento porque se realizan antes de la extracción de la 

información. El preprocesamiento de imágenes produce idealmente una imagen corregida que sea 

lo más cercana posible tanto radiométrica como geométricamente, a la verdadera energía radiante y 

las características espaciales de la zona del área de estudio en el momento de la recolección de los 

datos (Jensen, 2015). 

 

Índices espectrales de vegetación 

 

Los índices espectrales de vegetación se construyen a partir de determinadas bandas de imágenes 

espectrales y los que han demostrado mejorar la clasificación vegetativa (Tabla 2-3) son el Índice 

de Vegetación de Diferencia Normalizada (NDVI), Índice de Vegetación Senescente Diferencial 

Normalizado (NDSVI) y el Índice de Relación de Absorción de Clorofila Modificado (MCARI) 

(Xun et al., 2021). El NDVI se obtiene a partir de la reflectancia de la atmósfera de una banda roja 

alrededor de 0,66 μm y una banda de infrarrojo cercano (NIR) alrededor de 0,86 micras. El NDVI 

de un área con vegetación densa tenderá hacia valores positivos, mientras que el agua y las áreas 

edificadas estarán representados por valores cercanos a cero o negativos (Bhandari et al., 2012). 

 

En el cultivo de papa no solo se presentan etapas fenológicas con verde intensos en sus hojas, sino 

que también se presenta una etapa con la hoja senescente mientras madura el tubérculo. Cuando la 

vegetación se vuelve senescente, las respuestas espectrales aumentan en el infrarrojo de onda corta 

(SWIR) debido a la pérdida de agua en los tejidos, por esta razón se usa la banda SWIR junto con 

la banda roja para hallar el NDSVI (Qi et al., 2002). Finalmente, el índice MCARI usa las bandas 

verde, rojo y borde rojo para disminuir los efectos del suelo o materiales y/o la vegetación no 

fotosintética (Daughtry et al., 2000). 
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Tabla 2-3. Ecuaciones matemáticas para cada uno de los índices espectrales de vegetación seleccionados 

(Xun et al., 2021). 

Índice espectral de vegetación Ecuación para Sentinel 2 

Índice de vegetación de diferencia 

normalizada 

NDVI=(B8-B4)/(B8+B4) 

Índice de vegetación senescente 

diferencial normalizado 

NDSVI=(B11-B4)/(B11+B4) 

Índice de relación de absorción de 

clorofila modificado 

MCARI=(B5-B4-(0.2*B5)-

B3)*(B5/B4) 

 

2.1.4. Integración de imágenes ópticas y de radar 

 

La cobertura superpuesta de múltiples imágenes se obtiene de varias maneras y este proceso se 

denomina registro de imágenes, el cual puede ser del mismo sensor satelital en diferentes fechas, 

ya sea en la misma órbita o apuntando fuera del nadir en diferentes órbitas, órbitas vecinas del 

mismo sensor de satélite, que normalmente tienen varios días de diferencia, diferentes sensores de 

satélite o sensores satelitales y aéreos (Schowengerdt, 2006). El registro alinea geométricamente 

dos imágenes (la de referencia y la imagen detectada). Los enfoques revisados se clasifican según 

su naturaleza (basados en áreas y basados en características) y de acuerdo con cuatro pasos básicos 

del procedimiento de registro de imágenes: detección de características, coincidencia de 

características, diseño de funciones de mapeo y transformación y remuestreo de imágenes (Zitová 

& Flusser, 2003). En un contexto multisensor, las imágenes a registrar pueden ser de tipos muy 

diferentes, obtenidas por sensores dispares con diferentes resoluciones, niveles de ruido y 

geometrías de imagen. La información común, que es la base del registro automático de imágenes, 

puede manifestarse de forma muy diferente en cada imagen. Esto se debe a que diferentes sensores 

registran diferentes fenómenos físicos en la escena (Chellappa et al., 2003). El radar de apertura 

sintética (SAR) y las imágenes ópticas son diferentes métodos de percepción remota, revelan 

diferentes características de los objetos observados. Aunque se adquieren con diferentes sensores, 

tanto las imágenes SAR como las ópticas reflejan las formas geométricas de los objetos terrestres. 

Aunque los píxeles correspondientes a la misma región de la escena pueden tener valores 

diferentes según el sensor, la similitud y la diferencia de píxeles generalmente se conservan. En 

otras palabras, es probable que una región que parece homogénea para un sensor parezca 

homogénea para otro, independientemente de las variaciones texturales locales (Chellappa et al., 

2003). La fusión de dos imágenes puede mejorar significativamente la visibilidad. Los métodos de 
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fusión de imágenes compensan las deficiencias de los métodos anteriores. Se puede usar para 

procesar datos redundantes entre múltiples imágenes para mejorar la confiabilidad de la imagen. 

También se puede utilizar para recopilar información útil de múltiples imágenes y obtener 

imágenes fusionadas con una resolución espacial y espectral más alta que la imagen original, a fin 

de obtener información más clara, precisa y completa sobre el objetivo o la escena agrícola dada 

(Piella, 2003). 

 

2.1.5. Fusión de imágenes 

 

La definición general de fusión es la generación de productos híbridos mediante la combinación de 

imágenes adquiridas a diferentes resoluciones espaciales (Chuvieco, 2016). La fusión de imágenes 

es la combinación de dos o más imágenes diferentes, que trata datos e información de diferentes 

fuentes, para formar una nueva imagen con información mejorada para la toma de decisiones, 

utilizando un algoritmo determinado (Figura 2-3). La fusión de imágenes se lleva a cabo en tres 

niveles de procesamiento diferentes según la etapa en la que tenga lugar la fusión: Píxel, 

característica y nivel de decisión (Pohl & Van Genderen, 1998). 

 

La fusión de imágenes a nivel de píxel implica sintetizar directamente las señales de salida de cada 

sensor bajo la condición de registro estricto, cuyo objetivo es sintetizar una imagen fusionada que 

es más informativa. Es el nivel más bajo de fusión de imágenes que produce detalles ricos y 

precisos, pero la cantidad de información procesada es grande y requiere mucho tiempo (Kulkarni 

& Rege, 2020; Liu & Lei, 2018). Fusión de imágenes a nivel de características implica extraer la 

textura, la forma, los bordes, los contornos y otra información relacionada con las características de 

las imágenes de múltiples sensores y sintetizarlas y procesarlas. Es un nivel intermedio de fusión 

de imágenes que retiene la mayor cantidad de información útil posible y puede comprimirla, donde 

esto conduce al procesamiento en tiempo real (Rajah et al., 2018). Fusión de imágenes a nivel de 

decisión (Ishihara et al., 2017) es la fusión del procesamiento al más alto nivel de representación 

de la información. La decisión de cada sensor se procesa por correlación (registro) y se lleva a 

cabo el procesamiento de fusión de nivel de decisión para obtener la decisión conjunta final. Tiene 

cierta tolerancia a fallas, pero requiere más preprocesamiento de imagen que puede causar la 

pérdida de información relacionada con la imagen. Hay pérdida de información a nivel de función 

y fusión a nivel de decisión, y el cambio de datos en la fusión a nivel de píxel es relativamente 

pequeño (Li et al., 2021). 
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Figura 2-3. Proceso para fusión de imágenes aplicado en agricultura (Li et al., 2021). 

 

Las técnicas pueden agruparse en dos clases: (1) Técnicas relacionadas con el color, y (2) Métodos 

estadísticos - numéricos. La primera comprende la composición del color de tres canales de imagen 

en el espacio de color RGB, así como transformaciones de color más sofisticadas, por ejemplo, 

saturación de tono de intensidad y valor de saturación de tono. Los enfoques estadísticos se 

desarrollan sobre la base de las estadísticas de los canales, incluyendo la correlación y los filtros. A 

este grupo pertenecen técnicas como análisis de componentes principales (ACP) y regresión. Los 
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métodos numéricos se basan en operaciones aritméticas como la división de la imagen y los 

cocientes, pero también en la adición de canales a otras bandas de la imagen. Un enfoque numérico 

sofisticado utiliza wavelets en un entorno multirresolución (Pohl & Van Genderen, 1998).   

 

La Técnica de fusión de análisis de componentes principales (ACP) es una técnica estadística 

general que transforma los datos multivariados con variables correlacionadas en otros con 

variables no correlacionadas (Pohl & Van Genderen, 1998). Estas nuevas variables se obtienen 

como combinaciones lineales de las variables originales. En el proceso de fusión (Figura 2-4), el 

método ACP genera imágenes no correlacionadas (CP1, CP2, ..., CPn, donde n es el número de 

bandas multiespectrales de entrada) (Fonseca et al., 2011). Se pueden realizar dos tipos de ACP: 

selectivo o estándar. Este último utiliza todas las bandas disponibles de la imagen de entrada, por 

ejemplo, TM 1± 7, el ACP selectivo utiliza sólo una selección de bandas que se eligen basándose 

en un conocimiento a priori o en fines de aplicación (Yésou et al., 1993). El ACP en la fusión de 

imágenes tiene dos enfoques: ACP de la sustitución imagen multicanal del primer componente 

principal por diferentes imágenes (Sustitución del Componente Principal - SCP) o ACP de todos 

los canales de datos multi-imagen (Yésou et al., 1993). El coeficiente de correlación indica el 

grado de precisión de una relación para una muestra homogénea. Sin embargo, los cambios en los 

valores de las bandas debido a tipos de cobertura que difieren en un alto grado en las correlaciones 

y, sobre todo, en las varianzas (Campbell, 1993). 

 

 

  

Figura 2-4. Proceso de fusión de imágenes con análisis de componentes principales (ACP) (Deshmukh & 

Dhore, 2016; Patel, 2015). 
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La fusión por ACP se encuentra dentro del enfoque de fusión de imágenes de dominio espacial, 

donde el procesamiento se realiza con los valores de píxel de la imagen de origen y no hay 

necesidad de submuestreo. Tiene como ventajas que es sencillo, eficiente, robusto, de menor 

tiempo de procesamiento y de buena calidad espacial (Simrandeep Singh et al., 2023). 

 

Según Adrian et al. (2021), diferentes estudios han reportado que la fusión por ACP de datos 

ópticos y SAR son de buena calidad comparados con otras técnicas de fusión, al comprimir 

grandes cantidades de datos espectrales y de retrodispersión sin perder información importante. 

Wang et al. (2022) mencionan que, el ACP se ha usado para disminuir el error contenido en la 

serie temporal de deformación InSAR y también para extraer reglas temporales dominantes.  Zhao 

et al., (2023) reportan que, los métodos basados en ACP tienen una buena base teórica y un 

entrenamiento y tiempo de predicción reducido, lo que disminuye el esfuerzo computacional y 

permite elegir la cantidad optima de componentes principales según el caso. Sanjay et al. (2021) 

mencionan que, el ACP como fusión a nivel de píxel se utiliza ampliamente, debido a su mayor 

precisión, ya que la modificación de los datos es mínima en comparación con otras categorías, lo 

que lo hace un método indicado para la fusión multiespectral SAR. Otra ventaja de realizar la 

fusión por ACP, es que métodos de clasificación como máquinas de vector de soporte (MVS), 

tienen un rendimiento eficiente en las tareas de clasificación con un tamaño de muestra de 

entrenamiento pequeño (Sun et al., 2019). 

 

Wang et al. (2008), resaltan que los métodos de evaluación del rendimiento de la fusión de 

imágenes son importantes ya que se usan para demostrar el uso de las medidas, así como para 

verificar su corrección y eficacia. La mayor dificultad es que la imagen fusionada exhibirá cierta 

pérdida de información en comparación con las imágenes de entrada (fuente) individuales. El 

rendimiento de la imagen fusionada se determina mediante análisis cuantitativo utilizando dos 

enfoques principales: con imagen de referencia (Mapeador de ángulo espectral (MAS), error 

cuadrático medio (RMSE), Erreur Relative Globale Adimensionnelle de Synthèse (ERGAS), 

índice de calidad de imagen universal o Q-index, Índice vectorial Q4, Q2 n -index, sesgo medio, el 

error de ajuste porcentual, la relación señal/ruido máxima, el coeficiente de correlación, la 

información mutua y la medida del índice de similitud estructural) y sin imagen de referencia 

(Índice de calidad sin referencia (QNR), Desviación Estándar, Entropía y entropía cruzada, 

Frecuencia espacial, Fusión de información mutua, Índice de calidad de fusión, métrica de 

similitud de fusión.) (Q. Wang et al., 2008). 
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2.1.6. Algoritmos de clasificación 

 

Bosques aleatorios (BA) 

 

La unidad central de los clasificadores de bosque aleatorio es el árbol de decisión, siendo una 

estructura jerárquica de nodos y ramas que se construye utilizando las características (o las 

variables independientes) de un conjunto de datos (Suthaharan, 2016). La colección de árboles de 

decisión está asociada a un conjunto de muestras bootstrap generadas a partir del conjunto de datos 

original. Los nodos se dividen en función de la entropía (o índice de Gini) de un subconjunto 

seleccionado de características. Los subconjuntos que se crean a partir del conjunto de datos 

original, utilizando el bootstrap, son del mismo tamaño que el conjunto de datos original (Breiman, 

2001). Las reglas se infieren a partir de los objetos en el conjunto de entrenamiento. Una vez 

finalizado el proceso de entrenamiento, los árboles pueden aplicarse a nuevos objetos para su 

clasificación. Bosques aleatorios (BA), es un método de aprendizaje por conjuntos que utiliza la 

clasificación por consenso para reducir el problema del sobreajuste y mejorar la precisión (Yee & 

Wei, 2012). El algoritmo funciona mediante el crecimiento de múltiples árboles de decisión 

(conocidos colectivamente como bosque) que hacen una predicción final basada en la predicción 

mayoritaria de cada uno de los árboles. Para construir cada árbol, se selecciona aleatoriamente una 

muestra de entrenamiento de tamaño reducido con reemplazo de los datos originales. Usando la 

nueva muestra de entrenamiento, se cultiva un árbol con descriptores seleccionados aleatoriamente 

y no se poda. Los datos de entrenamiento restantes se utilizan para estimar el error y la importancia 

de las variables. BA es fácil de usar, ya que el usuario necesita fijar solo dos parámetros: la 

cantidad de árboles en el bosque y la cantidad de descriptores en cada árbol (Roy et al., 2015). 

 

Draghici (2020), comenta que el bosque aleatorio hace una práctica del árbol de decisión como 

clasificador principal, y el uso de esta técnica de aprendizaje de conjunto es para caracterizar la 

información. La técnica de conjunto combina los indicadores de múltiples clasificadores 

entrenados para clasificar nuevas instancias. Un bosque aleatorio es un tipo de clasificador que 

consiste en clasificadores organizados en forma de árbol (Figura 2-5). En estos clasificadores, los 

vectores aleatorios independientes se diseminan indistintamente. Además, cada árbol realiza un 

voto unitario para la clase más conocida. En el caso de los bosques aleatorios, se determina un 
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límite superior con el fin de adquirir el error de generalización en cuanto a dos parámetros que se 

dan a continuación: la exactitud de los clasificadores individuales y la dependencia entre ellos. Hay 

dos secciones para la generalización del error en el caso del bosque aleatorio, se caracterizan por la 

fuerza del clasificador individual en el bosque y la correlación entre ellos en función del margen 

bruto. La correlación debe reducirse para aumentar el nivel de precisión del bosque aleatorio, pero 

asegurándose de que la fuerza permanece intacta (Goel & Abhilasha, 2017). 

 

 

Figura 2-5. Proceso de clasificación con bosques aleatorios (BA) (Adrian et al., 2021; Zhang et al., 2020). 

 

Máquinas de vector de soporte (MVS) 

 

MVS (Vapnik, 1998) son una técnica de aprendizaje automático, empleada principalmente para el 

reconocimiento de patrones y la aproximación de funciones no lineales. Funciona basándose en el 

cálculo de una métrica de distancia entre los vectores de datos para asignar las muestras de datos a 

los clusters (Figura 2-6). Con la ayuda de la idea de minimización del riesgo estructural, esta 

característica de una métrica calculada por la distancia mejora la robustez de MVS al eliminar el 

ruido en el procedimiento de entrenamiento, lo que induce un mejor rendimiento en la 

clasificación. Un clasificador MVS es binario por definición, en el procesamiento de imágenes se 

suelen considerar más de dos clases, de esta forma se construye un clasificador MVS de clases 

múltiples (Pantazi et al., 2020). La principal ventaja de MVS es su capacidad de tratar con grandes 

volúmenes de datos sin encontrar cuellos de botella de calibración que son habituales en las 
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arquitecturas multicapa que presentan superficies de error complejas. Por otra parte, otra 

característica de MVS es el aprendizaje eficiente con una pequeña cantidad de datos, su capacidad 

de ser calibradas con conjuntos de datos pequeños, ya que evitan el problema del sobreajuste 

(Vapnik, 1998). Las funciones menos complejas que se utilizan para tomar decisiones son las 

lineales (Ferentinos, 2018). 

 

 

Figura 2-6. Proceso de clasificación con maquinas de vector de soporte (MVS) (Mohammadi & Minaei, 

2019; Ragab et al, 2021). 

 

MVS es un algoritmo de entrenamiento que descubre y aprende las reglas de clasificación y 

regresión de los datos de entrada. MVS se basan en la teoría del aprendizaje estadístico que tiene 

como objetivo resolver el problema en cuestión (Boswell, 2002). Geométricamente, la 

interpretación de la metodología MVS es encontrar la superficie de separación óptima que es un 

hiperplano equidistante de ambas clases (Ng, 2008). En la mayoría de los casos, no es posible 

separar los clústeres de forma lineal mientras que pueden ser separables en dimensiones superiores. 

Por lo tanto, la MVS introduce la noción de "espacio de características inducido por el kernel" que 

transfiere los datos de un espacio de baja dimensión a un espacio de alta dimensión (Burbidge & 

Buxton, 2001). Así, los datos pueden separarse de forma fácil y eficaz (Mohammadi & Minaei, 

2019). 

 

2.1.7. Evaluación de exactitud 

 

La exactitud de un mapa de cobertura de la tierra indica el grado de correspondencia de los 

atributos del mapa a los datos de verdad del terreno (Stehman & Czaplewski, 1998) y actualmente 

se puede evaluar con base en muestreo estadístico (Stephen V. Stehman, 2009). Esto puede 

explicarse por el hecho de que la recopilación de datos de referencia es una tarea costosa, que 

requiere mucho tiempo y mano de obra, ya que los mapas de cobertura, en su mayoría, cubren 

grandes áreas en relación con la unidad de muestreo espacial (p. ej., píxel) (Ebrahimy et al., 2021). 
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Por lo tanto, la matriz de error se construye en función de la muestra de referencia y el mapa 

correspondiente, representando la cantidad de unidades que se asignan a una clase específica. Para 

cuantificar la exactitud que se obtiene en la matriz de error, se calculan métricas como la exactitud 

global, la exactitud de usuario y la exactitud del productor, que se derivan para el mapa de 

clasificación (Foody et al., 2006; S Stehman & Czaplewski, 1998). También existen otras métricas 

como recall, precisión y F1 (Tabla 2-4), que a partir de la matriz de error hallan una relación entre 

las observaciones Vp = Verdaderos positivos (unidades correctamente clasificadas), Vn = 

Verdaderos negativos (unidades correctamente no clasificadas), Fp = Falsos positivos (clasificados 

en una clase a la que no pertenecen), Fn = Falsos negativos (no clasificados en una clase a la que 

pertenecen). 

 

Tabla 2-4. Métricas de evaluación de exactitud. 

Índice de desempeño Ecuación 

Exactitud Global  (Vp+Vn)/(Vp+Vn+Fp+Fn) 

Precisión Vp/(Vp+Fp) 

Recall Vp/(Vp+Fn) 

F1 (2*Vp)/(2*Vp+Fp+Fn) 

 

La exactitud global halla la proporción de verdaderos sobre el total de clasificaciones realizadas. 

precisión se halla a partir de la relación entre las unidades correctamente clasificadas y la 

sumatoria de verdaderos y falsos positivos. En el caso de Recall, mantiene la relación entre los 

verdaderos positivos, pero la hace con respecto a los verdaderos positivos más los falsos negativos. 

Con respecto a F1, se halla a partir de precisión y recall, calculando el promedio ponderado y 

teniendo en cuenta falsos positivos y negativos (Tharwat, 2018). 

 

2.2 Estado del arte 

 

2.2.1. Imágenes satelitales Sentinel 1 y Sentinel 2 para 

identificación de cultivos 

 

Recientemente, se han usado las imágenes radar con enfoque de clasificación multitemporal, series 

de tiempo que podrían discriminar los cambios que se generan en un ciclo productivo utilizando 

información fenológica, ya que los cultivos agrícolas tienen diferentes genotipos y fenotipos, 

diferentes patrones de cultivo y cosecha (o calendarios agrícolas) únicos para cada cultivo 
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(Ashourloo et al., 2020).) Bargiel (2017), desarrolló clasificación basada en datos multitemporales 

incorporando información sobre cambios fenológicos en un ciclo de cultivo. Identificó patrones de 

secuencia fenológica (PSP) de los tipos de cultivo en función de 99 imágenes Sentinel-1 e 

información precisa sobre la fenología de 12 tipos de cultivos. El autor probó en dos temporadas de 

vegetación diferentes, utilizando más de 200 campos reales ubicados en el norte de Alemania. Los 

resultados mostraron que una serie temporal densa de imágenes Sentinel-1 permitió una exactitud 

de clasificación de pastizales, maíz, canola, remolacha azucarera y papas (puntuación F1 superior a 

0,8) utilizando PSP, así como el método de clasificación estándar (Bosques aleatorios y máxima 

probabilidad-MLC). 

 

Con respecto a las imágenes multiespectrales, se investigaron varias bandas espectrales de 

imágenes Sentinel-2 para encontrar bandas espectrales que diferenciarán en el cultivo de arroz cada 

etapa de crecimiento, como cultivo, pico de verdor y cosecha para mapear el arroz. El algoritmo de 

detección de arroz empleó el índice NDVI, así como las bandas espectrales roja y NIR para 

identificar y clasificar los píxeles de arroz (Rad et al., 2019). Ashourloo et al. (2020), 

implementaron un método automático para discriminar la papa de otros cultivos usando imágenes 

de series temporales Sentinel-2. En esa investigación, se utilizaron datos de tres sitios de estudio en 

Irán que consisten en campos de papa y otros cultivos. Se usó el 50% de los datos para entrenar y 

el 50 % para validar el modelo, encontrando que la papa en las primeras etapas de crecimiento 

tiene un índice de área foliar (IAF) bajo. Sin embargo, dentro de dos meses, el valor IAF aumenta 

de 0 a 4,6. Ellos observaron que los cambios se podían observar mediante la banda de reflectancia 

NIR mejor que en otras bandas espectrales. Cuando la papa alcanzó IAF máximo, las bandas roja y 

NIR la discriminaron eficientemente de otros cultivos. 

 

2.2.2. Aplicación de fusión de imágenes para clasificar cultivos en 

imágenes satelitales 

 

Steinhausen et al. (2018), combinaron imágenes Sentinel-1 y Sentinel-2 para clasificar el uso de la 

tierra y los tipos de cobertura terrestre en la cuenca de Chennai (India). Se aplicó bosques 

aleatorios para seleccionar las imágenes de radar relevantes (Sentinel-1) y combinarlas con las 

imágenes ópticas (Sentinel-2), diferenciando 13 clases de cobertura. Los resultados mostraron que 

la exactitud de clasificación obtenida por la fusión de imágenes mejoró hasta en un 5.68% en 

comparación con la de las imágenes Sentinel-2 únicamente. Resultados similares obtuvieron 
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Adrian et al. (2021), quienes usaron aprendizaje profundo usando los coeficientes de 

retrodispersión, la textura de los datos multitemporales de Sentinel-1 SAR y la información 

espectral de los datos multitemporales ópticos de Sentinel-2 para discriminar diez tipos de cultivos 

diferentes, así como agua, suelo y área urbana. Sus resultados mostraron que el radar fusionado 

con las características ópticas logró una mayor exactitud general para el tipo de cultivo que los que 

utilizan datos ópticos o de radar únicamente.  

 

En otra investigación, Xun et al. (2021) desarrollaron un Índice de Mapeo de Algodón (siglas en 

inglés CMI), para el mapeo automático del algodón utilizando series de tiempo con imágenes de 

Sentinel-1 (SAR) y Sentinel-2 (MSI). Se seleccionaron sitios en los Estados Unidos (EE. UU.) y en 

China para evaluar el desempeño del CMI. Se analizaron las características espectrales derivadas 

de Sentinel-2 y los coeficientes de retrodispersión derivados de Sentinel-1 para cultivos de algodón 

y otros cultivos durante el período de crecimiento del algodón. Los resultados mostraron que en la 

etapa fenológica pico de verdor, los valores de la banda del borde rojo uno y del borde rojo dos 

para algodón fueron mucho mayor que los otros, mientras que el ángulo espectral en la banda roja 

y los coeficientes de retrodispersión en la polarización de transmisión vertical y recepción vertical 

(VV) para algodón, fueron mucho menores que los otros, obteniendo un valor de exactitud global 

mayor al 81.20% (Xun et al., 2021). 

 

 

2.2.3. Aplicación de BA y MVS para clasificar cultivos en imágenes 

satelitales 

 

Basukala et al. (2017), compararon los métodos Máxima probabilidad (MLC), MVS y BA para 

clasificar el algodón, el trigo y el arroz en la región de Khorezm de Uzbekistán y la parte sur de la 

República Autónoma de Karakalpakstán, los resultados indican que el BA funcionó mejor que 

MLC y MVS, especialmente para los casos en los que el número de muestras de entrenamiento es 

limitado. Sun et al. (2019) también probaron varios escenarios de variables de entrada 

(características de textura, espectral e índices) para el mapeo de cultivos en China utilizando 

algoritmos MVS, BA y RNA (Red Neuronal Artificial) por separado, mostrando que la mayor 

exactitud (hasta 93%) se obtuvo al utilizar BA y todo tipo de variables. 
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Chen et al. (2021), mostraron que al introducir imágenes multitemporales Sentinel 1 y / o 2 en la 

época de crecimiento del cultivo, favorece el mapeo del cultivo de maíz con el algoritmo bosques 

aleatorios, extrayendo la distribución del maíz del área de vegetación. Los resultados indican que 

el clasificador de extracción de vegetación identificó con éxito las regiones cubiertas de vegetación 

con una exactitud global superior al 96% en el área de estudio, y la exactitud del clasificador 

construido para la extracción de cultivo de maíz en las imágenes multitemporales combinadas S1 y 

S2, mejoró significativamente en comparación con imágenes individuales Sentinel 1 o 2, las cuales 

presentaron una exactitud global del 87,63%, F1_Score de 0,86 y coeficiente Kappa de 0,75 (Chen 

et al., 2021). 

 

La revisión de investigaciones recientes permite evidenciar que el uso de imágenes Sentinel 1 y 

Sentinel 2 como complemento para la clasificación de cultivos, es conveniente y prometedora, 

sobre todo en lugares donde las imágenes ópticas libres de nubes son escasas. Adicionalmente, el 

uso de imágenes multitemporales permite discriminar las etapas fenológicas de los cultivos y 

mejorar la imagen para realizar una mejor clasificación. Los algoritmos BA y MVS, han mostrado 

ser eficientes y presentar un valor de exactitud mayor al 80%, lo cual es aceptable teniendo en 

cuenta las dificultades de la zona de estudio.  

 

De acuerdo con lo expuesto anteriormente, este trabajo de investigación se centra en la 

identificación y clasificación de cultivos de papa a partir de imágenes radar y ópticas, usando el 

método de fusión por análisis de componentes principales (ACP) y el uso de algoritmos de BA y 

MVS. Como se expuso en este capítulo, el método ACP y los algoritmos BA y MVS, se han usado 

ampliamente en la clasificación e identificación de diversidad de cultivos, que es un punto de 

partida para realizar una primera aproximación a la identificación de cultivos de papa en Colombia. 
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3. Capítulo III. Metodología 

 

En el Capítulo III se describe la metodología implementada para realizar el preprocesamiento y 

corrección de las imágenes de Sentinel 1 y 2, la selección de mejores imágenes multitemporales 

parciales mediante la evaluación de exactitud y la fusión de la imagen multitemporal definitiva a 

partir de ACP. También se incluye la aplicación de los algoritmos MVS y BA para la 

identificación de cultivos de papa en el área de estudio (Figura 3-1). 

 

Figura 3-1. Metodologia para identificar áreas cultivadas con papa en Cundinamarca. 

 

3.1. Área de estudio 

 

El área de estudio es parte del departamento de Cundinamarca y ocupa 1600 km2 de los 24.210 

km2 que tiene el departamento, el cuál lo conforman 116 municipios distribuidos en 15 provincias. 

El departamento en algunas áreas cuenta con alturas entre los 2700 y los 3300 m.s.n.m, con 

temperaturas entre los 7 y los 18 °C, condiciones ideales para producir papa (Figura 3-2). El 

departamento representa el 37% de producción de papa y el 38% del área sembrada en el país 

(FEDEPAPA, 2019). Los principales municipios productores de papa en el departamento son 

Villapinzon, Chocontá, Tausa, Bogotá, Subachoque, Pasca, Zipaquirá, Carmen de Carupa, 

Lenguazaque y Guasca (MADR, 2019).  
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El área que cubre las imágenes seleccionadas se encuentra dentro de las siguientes coordenadas: 

latitud norte 5.364, longitud oeste -73.939, latitud sur 5.143 y longitud este -73.571, abarcando los 

municipios de Sutatausa, Cucunuba, Ubaté, Carmen de Carupa, Suesca, Chocontá, Tausa, 

Lenguazaque y Villapinzon, dentro de las provincias de Almeydas y Ubaté. Los tres últimos 

municipios son los mayores productores y los que cuentan con una mayor área sembrada en papa 

durante el primer semestre del año (Figura 3-2). Los lotes de referencia se muestrearon en los 

municipios de Villapinzon y Lenguazaque. 

 

 

Figura 3-2. Áreas de aptitud para el cultivo de papa en el departamento de Cundinamarca, para el primer 

semestre del año. (Sipra-UPRA, 2019). https://sipra.upra.gov.co/nacional. 

https://sipra.upra.gov.co/nacional
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La provincia Almeidas es la novena provincia de Cundinamarca en extensión y representa el 5.5% 

del total del departamento (1240 km2). Está conformada por los municipios de Chocontá, Machetá, 

Manta, Sesquilé, Suesca, Tibirita y Villapinzón. La mayoría del territorio se encuentra por encima 

de los 3000 metros sobre el nivel del mar (m.s.n.m.) y se destacan las tierras dedicadas a pastos 

con un 67% del área de la provincia, el cultivo de papa se destaca con el 11.2%, rastrojo 10.2%, 

bosque 10% y vegetación de páramo 3.8% (CCB, 2008).  

 

La provincia de Ubaté está conformada por los municipios de Carmen de Carupa, Cucunubá, 

Fúquene, Guachetá, Lenguazaque, Simijaca, Susa, Sutatausa, Tausa y Ubaté. Tiene una extensión 

total de 1408 km2 y representa el 6.2% del área total de Cundinamarca. Al igual que la provincia de 

Almeidas, predominan las tierras destinadas a pastos (50%), rastrojo (12.5%), vegetación de 

páramo (6.5%), bosque (3.9%) y cultivo de papa (3.8%). La topografía es plana y quebrada, los 

cultivos destacados son papa, maíz, arveja, mora y gulupa (CCB, 2008). 

 

El cultivo de papa se caracteriza por la marcada y definida estacionalidad de su producción, la cual 

depende del régimen de lluvias, que, para las zonas paperas de Cundinamarca, es bimodal; de 

marzo a junio y de septiembre a noviembre. Durante el primer periodo de lluvias del año se 

presenta la mayor oferta de papa. La variedad también influye en la duración del cultivo, variando 

de cuatro a seis meses (MADR, 2019). Por esta razón, se eligió el ciclo productivo de cultivos de 

papa sembrados en el primer semestre del año 2022. Los lotes muestreados, incluyen seis lotes 

sembrados en enero, ocho lotes sembrados en febrero, 21 lotes sembrados en marzo, seis lotes 

sembrados en mayo y dos lotes sembrados en junio, para un total de 43 lotes de papa. 

 

3.2. Adquisición de datos de referencia 

 

Los datos de referencia tomados en campo corresponden a la georreferenciación de 60 polígonos 

de lotes, de los cuales 43 correspondían a lotes de papa y los demás a lotes de pasto y suelo 

desnudo, en los municipios de Villapinzón y Lenguazaque. Adicionalmente, se tomaron 70 lotes de 

pasto, suelo desnudo, agua, bosque y urbano para complementar con poligonos identificados en 

una imagen Sentinel 2 en el área de estudio (Tabla 3.1), obteniendo al final 130 poligonos de 

referencia. 
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Tabla 3.1. Información sobre poligonos usados para la investigación. 

Clase Número de 

poligonos 

Ubicación Extensión 

(ha) 

Sitios de 

entrenamiento 

Sitios de 

validación 

Agua 5 
Carmen de Carupa, Ubate, Tausa y 

Suesca. 145 1534 376 

Bosque 31 
Ubate, Lenguazaque, Sutatausa, 

Cucunuba y Villapinzón. 304 3196 806 

Papa 43 Villapinzón y Lenguazaque. 80 847 192 

Pastos 28 
Ubate, Lenguazaque, Sutatausa, 

Cucunuba y Villapinzón. 160 1683 440 

Suel_Des 13 

Carmen de Carupa, Ubate, 

Lenguazaque, Sutatausa, Cucunuba 

y Villapinzón 

12 113 38 

Urbano 10 

Carmen de Carupa, Ubate, 

Lenguazaque, Sutatausa, Cucunuba, 

Villapinzón, Tausa y Choconta 
61 628 147 

 

En cada polígono de la clase papa, se tomó información del estado fenológico del cultivo 

(emergencia, vegetativo, floración, madurez o cosecha) y las condiciones relevantes del entorno 

(pendiente del terreno, cultivos o vegetación cercana) (Figura 3-3). 

  

Figura 3-3. Lotes de cultivo de papa (verde oscuro), pasto (verde claro) y suelo desnudo (marrón), 

muestreados y georreferenciados en los municipios de Lenguazaque y Villapinzon. 
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Las imágenes de radar de Sentinel 1 se descargaron de la plataforma Vertex del portal de datos de 

la Instalación Satelital de Alaska para imágenes de radar de apertura sintética. Se obtuvieron once 

imágenes del sensor Sentinel 1A de tipo Ground Range Detected (GRD), High Resolution (HR), 

Interferometric Wide Swath (IW), orden descendente con polarización VV y VH para el primer 

semestre del año 2022, ya que en esta época se acostumbra a tener la mayor área cultivada en papa 

(Figura 3-4). Las fechas de las imágenes son 14 y 26 de marzo, 7 y 19 de abril, 01, 13 y 25 de 

mayo, 6 y 18 de junio y 12 y 24 de julio. Cabe denotar que, se tomaron estas imágenes porque 

fueron las únicas disponibles de Sentinel 1 para el área de estudio. En diciembre del 2021 la 

constelación de satélites Sentinel 1 (A y B) no tomaron imágenes por fallas y daños en el sensor de 

Sentinel 1B, que captura las imágenes de tipo ascendente. El satélite Sentinel 1B salió de 

circulación por daños irreparables y el satélite Sentinel 1A retomo actividades en marzo de 2022; 

por esta razón no se incluyen imágenes de enero y febrero de 2022. 

 

 

Figura 3-4. Imagen de radar de Sentinel 1A del 26 de marzo de 2022, donde se resalta que municipios se 

incluyen en el proceso de clasificación e identificación de cultivos de papa, a partir de los lotes 

de muestreo de referencia. 
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Las imágenes de Sentinel 2 se descargaron del portal Earth explorer. La papa se siembra y crece 

durante épocas de alta nubosidad, lo que hace difícil obtener imágenes con poca presencia de 

nubes (Figura 3-5). Se seleccionaron diez imágenes con área de cobertura de tierra sin nubes 

mayor al 40% para el primer semestre de 2022: tres con más del 80% (28 de enero, 22 de febrero y 

2 de junio), cinco con el 60% (2 de febrero, 9 de marzo, 19 de marzo, 3 de mayo y 23 de mayo) y 

dos con el 40% (8 de mayo y 22 de junio). Para asegurar las mismas dimensiones, al igual que con 

las imágenes Sentinel 1A, se recortaron con las mismas coordenadas seleccionadas. 

 

Luego de tener las imágenes ópticas y de radar, se definieron y complementaron los polígonos de 

referencia para, definir como estrategia de clasificación, cultivos de papa versus otras cinco clases 

definidas como: agua, bosque, pastos, suelo desnudo y urbano. Los polígonos de referencia de 

dichas cinco clases se definieron a partir de las imágenes ópticas despejadas de nubes y la 

experiencia del observador, haciendo varios polígonos por cada clase.  

Figura 3-5. Imagen óptica tomada por el satélite Sentinel 2 el 28 de enero de 2022, donde se resalta que 

municipios se incluyen en el proceso de clasificación e identificación de cultivos de papa, a 

partir de los lotes de muestreo de referencia. 
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3.3. Preprocesamiento de imágenes 

 

3.3.1. Imágenes radar 

 

Para las imágenes de radar se realizaron diferentes procesos que reducen el error y mejoran la 

imagen en el software SNAP (Versión 9.0.0., 2022) y el proceso de clasificación (Figura 3-6) en 

el software R Core Team (Venables et al., 2013). Primero se realizó la corrección de órbita, pues se 

debía precisar la órbita contenida en los metadatos con información proveniente de los satélites 

días después de tomar la imagen. La eliminación del ruido térmico fue el paso siguiente, 

permitiendo normalizar la señal de retrodispersión. También se eliminó el ruido fronterizo, 

corrigiendo la hora de inicio para compensar el cambio de curvatura de la tierra y eliminar los 

datos no válidos en los bordes de la escena. El siguiente paso fue calibrar la imagen pasando los 

niveles digitales (valores de intensidad) a retrodispersión SAR (valores sigma 0) calibrada 

radiométricamente (Filipponi, 2019) (Figura 3-6). 

 

 

Figura 3-6. Flujo de procesos aplicados a las imágenes de radar Sentinel 1 en el software SNAP. 

 

El filtrado de manchas o efecto sal y pimienta, se debe a la interferencia de ondas reflejadas y fue 

el siguiente paso a corregir, aumentando la calidad de la imagen (Filipponi, 2019). Debido a que la 

zona de estudio es montañosa, el aplanamiento del terreno permite minimizar el efecto escorzo, 

que aparece como demasiado brillo en las zonas más altas de la montaña, usando la retrodispersión 

de SAR beta cero que es menos sensible a la pendiente como lo puede ser sigma cero (Small, 

2011). Luego se realizó la corrección de terreno de rango Doppler, para compensar la distorsión 

relacionada con la geometría de aspecto lateral y de esta manera se acerca la imagen al mundo real. 

Finalmente, y luego de realizar cada uno de los anteriores pasos, se realizó la conversión para pasar 
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de coeficiente de retrodispersión sin unidades a decibeles (db), usando una transformación 

logarítmica (Filipponi, 2019). Al tener todas las imágenes radar seleccionadas corregidas y en las 

unidades adecuadas, se realizó un compilado de las imágenes para tener una imagen multitemporal. 

 

3.3.2. Imágenes ópticas 

 

Previo al análisis de las imágenes, estas se corrigieron para eliminar ruidos y se realizaron 

correcciones atmosféricas y radiométricas que permitieran comparar imágenes de fechas distintas y 

así realizar el análisis multitemporal (Figura 3-7). Se usaron imágenes Sentinel nivel 1C que 

corresponden a reflectancia de la atmosfera (TOA). Luego se hizo la corrección geométrica, 

verificando el sistema de georreferenciación y realizando la respectiva proyección (EPSG 9001). 

 
Figura 3-7. Flujo de procesos aplicados a las imágenes de radar Sentinel 1 en el software SNAP. 

 

Luego de tener las imágenes corregidas, se procedió a eliminar las nubes y las sombras de cada 

banda de cada imagen usando la herramienta Idepix para Sentinel 2 en el software SNAP de la 

ESA, que proporciona un algoritmo de identificación de pixeles, clasificándolos en diferentes 

categorías como nubes, sombra de nubes, sombra de montaña, agua, entre otros. IdePix Sentinel-2 

está basada principalmente en la técnica de árbol de decisión para el cálculo de nubes, así como 

cálculos geométricos para sombras de nubes y montañas. Esta herramienta solo trabaja con 

imágenes nivel 1C (Wevers et al., 2021). Según Skakun et al. (2022), quienes evaluaron diez 

mascaras de nubes para landsat y Sentinel 2, la herramienta Idepix detecta bastante bien nubes 

delgadas, proporciona detección de sombras, el usuario puede establecer el ancho del límite de 

nubes y permite establecer multiples clases para un pixel, lo que aumenta la versatilidad para el 

usuario. Dadas las ventajas que presenta esta herramienta, se seleccionó para realizar el 

enmascaramiento de las nubes y sus respectivas sombras.  

 

Para incluir los datos de altura, se toma el modelo digital de elevación (MDE) de copernicus 

SRTM 3 ArcSec de IdePix Sentinel-2, con una resolución espacial de 90 m (3 segundos de arco), 

que está disponible para toda la tierra terrestre. La imagen multitemporal se formó con el MDE y 

las bandas B2 (azul), B3 (verde), B4 (roja), B5 (rojo), B6 (ultrarojo), B7 (rojo lejano), B8 
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(infrarrojo cercano), B8A (infrarrojo cercano dos), B11 (onda corta infrarrojo) y B12 (onda corta 

infrarrojo dos) de cada fecha. 

 

3.4. Índices espectrales de vegetación 

 

Para este estudio, se calcularon los índices espectrales de vegetación que han demostrado mejorar 

la clasificación vegetativa (Tabla 2-1), como el Índice de vegetación de diferencia normalizada 

(NDVI), Índice de vegetación senescente diferencial normalizado (NDSVI) y el Índice de relación 

de absorción de clorofila modificado (MCARI) (Xun et al., 2021). Luego de calcular los índices 

espectrales de vegetación para cada imagen seleccionada con cobertura sin nubes entre el 40 y el 

80%, se formó una imagen multitemporal que contenía las bandas B2, B3, B4, B5, B6, B7, B8, 

B11, NDVI, MCARI y NDSVI para 7 fechas del primer semestre del año 2022. 

 

3.5. Fusión de imágenes por Análisis de Componentes 

Principales (ACP) 

 

Teniendo en cuenta las ventajas, aplicaciones y uso extendido se seleccionó el método de fusión 

por ACP (p. ej., Kaur et al., 2021; Paramanandha and Rajendiran, 2018; Makode and Khan, 2017; 

Chang et al., 2016; Mittal, 2015; Panwar and Malwadkar, 2015; Du, 2013; Dong, 2011; Kumar et 

al., 2009; Ehlers et al., 2008). Este método se ajusta a la información obtenida por la gran cantidad 

de bandas analizadas, algunas de las cuales presentan vacíos que se generan al quitar las nubes y 

sus sombras. Este método permite llenar estos vacíos con la información relevante de otras 

imágenes del mismo lugar, pero de diferente fecha.  

 

Para hacer la fusión de imágenes con ACP, se escogió la imagen que mejores métricas de exactitud 

mostraron en la clasificación hecha previamente con Sentinel 1, Sentinel 2 y Sentinel 2 más índices 

espectrales de vegetación. Luego se realizó un remuestreo y transformación de estas tres imágenes 

(Zitová & Flusser, 2003). El remuestreo se basó en la interpolación a una resolución espacial 

específica para lograr la misma resolución de las bandas y las imágenes de radar Sentinel-1A re-

muestreadas. Tanto las imágenes ópticas como las de radar se corrigieron a nivel de terreno, 

usando un modelo de elevación digital y se re proyectaron.  
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Con el método de fusión por ACP, se tomaron los componentes que contenían la información 

relevante de cada una de las imágenes, seleccionando los componentes principales que abarcaran el 

80% de la información, que explica las variables y los valores más correlacionados. Al tener los 

componentes principales de cada una de las imágenes ópticas y de radar multitemporales 

preprocesadas, se procede a aplicar el método de fusión. Es decir, la fusión se hace formando una 

imagen multitemporal con los componentes principales definidos de cada una de las tres imágenes 

seleccionadas para la fusión. 

 

3.6. Algoritmos de clasificación 

 

3.6.1. Bosques aleatorios (BA) 

 

Este algoritmo requiere dos parámetros definidos: la cantidad de árboles de decisión que se van a 

trabajar y la cantidad de características que se usan en cada nodo (Sujud et al., 2021). En esta 

clasificación se eligieron 500 árboles de decisión como valor predeterminado del paquete ranger 

del software R (Wright & Ziegler, 2017). Este paquete permite reducir los tiempos de ejecución del 

proceso de uso del modelo originado para la clasificación. Adicionalmente, se definió el tipo de 

importancia de permutación que es un parámetro del algoritmo de entrenamiento, el cual calcula la 

importancia de las características de las variables y es independiente del modelo. También se 

definió la regla de división de criterios Gini y el tamaño del nodo destino como 1 para 

clasificación. Los hiperparametros hallados en este modelo son las variables candidatas extraidas 

en cada división (mtry) y el error de la predicción OOB. 

 

Se utilizó un enfoque de muestreo aleatorio, donde se tomó una muestra de 10000 sitios dentro de 

los polígonos de muestra de las seis clases definidas, dividiendo el conjunto en dos partes: un 

conjunto de entrenamiento (80%), que se utilizó para generar y ajustar los modelos y un conjunto 

de validación (20%), utilizado para estimar el error de predicción para la selección del modelo y 

hacer la predicción. 

 

La validación que se realiza con el paquete ranger y spm es denominada validación cruzada n-fold, 

la cual divide el 100 por ciento de los datos en “n” subconjuntos o “folds” del mismo tamaño, 

ajusta el modelo en n-1 subconjuntos y evalúa el subconjunto restante. El proceso se repite n veces 

(que por defecto es 10) usando diferentes combinaciones para entrenar y evaluar el modelo (Li, J., 
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2022). Se usaron los modelos de clasificación generados a partir de las imágenes multitemporales 

(Sentinel 1 de 5 y 11 fechas, Sentinel 2 de 10 y 7 fechas, Sentinel 2 más índices espectrales de 

vegetación de 7 fechas) para finalmente escoger tres con los mejores resultados en las métricas de 

exactitud, los cuales se usaron para hacer el proceso de fusión por ACP. Se clasificó la imagen 

multitemporal creada por Fusión ACP usando el modelo de clasificación generado por BA y MVS 

para clasificar una y/o dos clases de papa en diferentes etapas fenológicas. 

 

3.6.2. Máquinas de Vector de Soporte (MVS) 

 

Se hicieron pruebas con diferentes kernel (Numeral 2.1.6) para definir cuál se adaptaba mejor a 

los datos. Dos parámetros, "costo" (C) y gamma, juegan un papel importante en el rendimiento del 

kernel (Qian et al., 2015). El parámetro C se utiliza para controlar el nivel de clasificación errónea 

de los sitios de entrenamiento. Una C más grande significa menos sitios de datos mal clasificados. 

El parámetro gamma es la 'propagación' del núcleo. Este define hasta dónde llega la influencia de 

una sola muestra de entrenamiento, donde los valores bajos significan 'lejos' y los valores altos 

significan 'cerca' (Sonobe et al., 2017). Para elegir el valor óptimo de C para cada una de las 

clasificaciones realizadas y ajustar los hiperparametros, se aplicó la función tune de la librería 

e1071 (Meyer et al., 2023) del software R, obteniendo el mejor desempeño logrado, el cuál se uso 

en el modelo. Se usó la misma división del conjunto datos que en BA, 80% para entrenamiento y 

20% para validación. 

 

Al igual que con BA, para escoger las tres imágenes que se usaron en la fusión por ACP, se aplicó 

el MVS a todas las imágenes multitemporales generadas. A la última imagen multitemporal 

generada por Fusión ACP se le aplicó el algoritmo MVS para clasificar una y/o dos clases de papa 

en diferentes etapas fenológicas. 

 

3.7. Evaluación y comparación de exactitud de 

clasificación 

 

Se realizó la evaluación, con base en el número de píxeles, mediante una matriz de confusión. 

Posteriormente, para todas las imágenes multitemporales se calcularon cinco índices de desempeño 

(exactitud), utilizados para la pertinencia general: kappa, exactitud global, precisión, recall y F1 
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(Tabla 2-4), que son la metrica para evaluar la contribución de los predictores en la discriminación 

de cultivos específicos (Foody, 2002). Para la exactitud de cada clase, las clasificaciones se 

evaluaron a partir de las tasas de verdaderos positivos (Vp) y verdaderos negativos (Vn). También 

se tienen en cuenta los falsos positivos (Fp) y falsos negativos (Fn) para evaluar la contradicción o 

confusión de la clase en evaluación (Marais Sicre et al., 2020). Las imágenes que se seleccionaron 

para realizar la fusión fueron las que presentaban mejores valores de exactitud en su desempeño, 

principalmente para la clase papa. 
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4. Capítulo IV. Resultados 

 

El capítulo IV está compuesto por seis secciones, las primeras tres asociadas a la identificación de 

cultivos de papa con imágenes multitemporales de Sentinel 1 (numeral 4.1), Sentinel 2 (numeral 

4.2) y Sentinel 2 incluyendo índices espectrales de vegetación (numeral 4.3). En las dos secciones 

siguientes se muestra la fusión de imágenes por ACP sin incluir etapas de crecimiento (numeral 

4.4) e incluyéndolas (numeral 4.5). En estas cinco secciones se evalúan los algoritmos BA y MVS 

por medio de matrices de confusión, métricas de exactitud y área calculada para cada clase. En la 

ultima sección (numeral 4.6), se presenta el protocolo para identificar áreas sembradas en papa 

integrando imágenes ópticas y de radar. 

 

4.1. Identificación de cultivos de papa con imagen 

multitemporal Sentinel 1  

 

Para seleccionar la imagen multitemporal con mejor exactitud e identificar cultivos de papa con 

Sentinel 1, se evaluaron dos métodos. El primero fue crear una imagen multitemporal tomando 

cinco imágenes entre marzo y julio, es decir cinco fechas. El segundo método fue incluir todas las 

imágenes de Sentinel 1 disponibles entre marzo y julio, que corresponden a una imagen de 11 

fechas. En la matriz de confusión (Tabla 4-1) se observa que, las clases que presentan mayor 

confusión con otras clases, tanto para BA como para MVS son: bosque, papa y pastos (Tabla 4-1). 

 

Se generó un modelo por método, aplicando el algoritmo de entrenamiento BA. Para el primer 

método (5 fechas) se obtuvo un valor de: 3 para mtry, 14.49% para el error de predicción y 85.5% 

para exactitud global. Para el segundo método (11 fechas) se obtuvo: 4 para mtry, 11.31% para el 

error de predicción y 88.7% para exactitud global. Las variables de mayor importancia en la 

clasificación con BA para la imagen multitemporal de 11 fechas fueron: polaridad VH del 14 de 

marzo, con 12%; VV del 14 de marzo, con 10%; VV de 24 de julio, con 9%; VH de 07 de abril, 

con 8% y VV de 12 de julio, con 6%. Las demás bandas cuentan con una importancia entre el 5 y 

2% (Figura 4-1.). Para MVS imagen multitemporal de 11 fechas, fueron: polaridad VH del 12 de 

julio, VV de 24 de julio, VV del 6 de junio, VH del 14 de marzo, VV del 19 de abril, VH del 6 de 

junio, VV deñ 25 de mayo, VH del 7 de abril y VH del 26 de marzo con 5% de importancia, las 

demás variables se encontraban entre el 4 y 3% (Figura 4-2.). 
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Tabla 4-1. Matrices de confusión de predicción para imágenes multitemporales de Sentinel 1, aplicando el 

algoritmo de BA y MVS.  

Algoritmo de 

clasificación 
  Multitemporal 5 fechas   Multitemporal 11 fechas 

B
A

 

Clase   Agua Bosque Papa Pastos Suelo_des Urbano   Agua Bosque Papa Pastos Suelo_des Urbano 

Agua   373 0 0 3 0 0 
  373 0 0 3 0 0 

Bosque   0 717 12 62 0 15 
  0 755 6 36 0 9 

Papa   1 35 129 24 0 3 
  1 28 141 22 0 0 

Pastos   0 39 14 387 0 0 
  0 28 8 404 0 0 

Suel_des   0 11 7 10 8 2 
  0 9 11 8 9 1 

Urbano   0 43 4 3 0 97 
  0 40 5 2 0 100 

M
V

S
 

Agua   373 0 1 0 0 0   373 0 1 1 1 0 

Bosque   0 698 40 59 9 64   0 741 38 46 9 55 

Papa   0 19 114 19 11 3   0 22 126 19 12 8 

Pastos   3 78 32 362 10 2   3 37 27 374 10 0 

Suelo_des   0 1 1 0 6 2   0 0 0 0 5 4 

Urbano   0 10 4 0 2 76   0 6 0 0 1 80 

 

 

Figura 4-1. Importancia y aporte de cada una de las variables en la clasificación con BA y MVS para la 

imagen multitemporal de 11 fechas para Sentinel 1. 
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Para MVS, el primer método (5 fechas) tuvo un costo de 1, con desempeño de 0.182 y exactitud 

global de 81.5%. Para el segundo método (11 fechas) el costo fue de 1, con desempeño de 0.145 y 

85% de exactitud global (Tabla 4-2).  

 

Tabla 4-2. Valores de evaluación de exactitud para imágenes multitemporales de Sentinel 1 y los 

algoritmos BA y MVS.  

Algoritmo de 

clasificación 
Multitemporal 5 fechas Multitemporal 11 fechas 

 

B
A

 

Evaluación Precision Recall F1 Precision Recall F1  

Agua   0.993 0.997 0.995 0.995 0.998 0.997  

Bosque   0.888 0.851 0.869 0.930 0.877 0.903  

Papa   0.635 0.773 0.697 0.694 0.833 0.757  

Pastos   0.881 0.780 0.827 0.908 0.834 0.869  

Suel_des   0.274 0.939 0.425 0.292 0.943 0.446  

Urbano   0.683 0.846 0.756 0.710 0.883 0.787  

L.I.I.C  0.513 0.791 0.602 0.543 0.841 0.637  

L.S.I.C  0.939 0.937 0.921 0.967 0.948 0.950  

Media  0.726 0.864 0.762 0.755 0.895 0.793  

E.E.  0.106 0.036 0.079 0.105 0.026 0.078  

    Exactitud global   Kappa Exactitud global Kappa  

    0.855   0.802 0.887 0.845  

M
V

S
 

Evaluación Precision Recall F1 Precision Recall F1  

Agua   0.992 0.997 0.995 0.992 0.992 0.992  

Bosque   0.866 0.802 0.833 0.919 0.834 0.874  

Papa   0.594 0.687 0.637 0.656 0.674 0.665  

Pastos   0.823 0.743 0.781 0.850 0.829 0.840  

Suelo_des   0.158 0.600 0.250 0.132 0.556 0.213  

Urbano   0.517 0.826 0.636 0.544 0.920 0.684 
 

L.I.I.C  0.410 0.664 0.480 0.421 0.669 0.486  

L.S.I.C  0.907 0.888 0.897 0.943 0.933 0.936  

Media  0.658 0.776 0.689 0.682 0.801 0.711  

E.E.  0.123 0.055 0.103 0.130 0.066 0.112  

    Exactitud global   Kappa Exactitud global Kappa  

    0.815   0.744 0.849 0.792  

L.I.I.C = Limite inferior del intervalo de confianza, L.S.I.C = Limite superior del intervalo de confianza, E.E. 

= Error estándar. 

 

La tabla 4-2 presenta las métricas de evaluación y los intervalos de confianza para los algoritmos 

BA y MVS para los métodos de 5 fechas y 11 fechas. En BA, el valor de precisión en la clase papa 

para la imagen multitemporal de 5 fechas es del 63%, pero el valor recall aumenta a 77%. Sin 

embargo, con MVS la evaluación de la clasificación es de 69% recall y 60% precisión para la clase 

papa. En la clase de suelo desnudo la métrica recall para BA obtuvo un valor de 94% y para MVS 

de 60%. En el caso de la métrica precisión, se obtuvo 27% para BA y 15% para MVS. En la 

imagen multitemporal de 11 fechas (método dos), el valor para la clase papa con BA es de 69% 

para precisión y 83% para recall, en MVS es de 65 y 67%, respectivamente (Tabla 4-2). 
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Figura 4-2. Comparación del resultado predicho con BA y MVS a partir de la imagen Sentinel 1 de 11 

fechas, en un sector del área de estudio. 

 

En la Figura 4-2 se observa que, en la predicción realizada por BA no hay otros pixeles dentro de 

la clase agua, se confunden algunos pixeles entre bosque y papa y se ven lotes definidos de papa. 

En el resultado predicho con MVS se ven pixeles de diferentes clases dentro del agua, menor 

mezcla entre bosque y papa y mayor presencia de suelo desnudo. Se calculó el área para cada 

clase, con el fin de establecer las diferencias entre las dos imágenes multitemporales y entre 

algoritmos de clasificación. Se encontró que la clase papa oscila entre las 11000 a 14000 ha y el 

suelo desnudo entre 225 y 685 ha en la clasificación para BA y MVS de las dos imágenes 

multitemporales (Tabla 4-3). El bosque ocupa la mayor área en la clasificación, con 

aproximadamente 44000 ha del área total, seguida de pastos con un promedio de 40000 ha. 

 

Tabla 4-3. Número de hectáreas para BA y MVS, para cada imagen multitemporal (5 o 11 fechas) de 

Sentinel 1.  

Clase 
BA-5 fechas BA-11 fechas MVS-5 fechas MVS-11 fechas 

Área (ha) Porcentaje Área (ha) Porcentaje Área (ha) Porcentaje Área (ha) Porcentaje 

Agua 1052.58 1.1 1057.93 1.1 1177.99 1.2 1420.7 1.4 

Bosque 43173.52 43.4 44056.54 44.3 44152.49 44.4 43531.41 43.7 

Papa 11208.6 11.3 11067.31 11.1 11469.45 11.5 14063.06 14.1 

Pastos 41428.19 41.6 41119.11 41.3 39743.18 39.9 38088.35 38.3 

Suel_Des 274.18 0.3 227.58 0.2 684.85 0.7 681.18 0.7 

Urbano 2385.49 2.4 1994.09 2 2294.6 2.3 1737.86 1.7 

 

Dado que la exactitud global mejoró en la imagen multitemporal Sentinel 1 de 11 fechas y 

adicionalmente disminuyeron los valores de los falsos positivos y falsos negativos, aumentado las 

BA MVS 
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métricas recall y precisión para los dos algoritmos BA y MVS, principalmente la clase papa 

(Tabla 4-2), se seleccionó esta imagen para realizar más adelante la fusión con ACP. 

 

4.2. Identificación de cultivo de papa con imagen 

multitemporal Sentinel 2  

 

Para el análisis con Sentinel 2 se encontraron imágenes de 10 fechas, que tenían entre el 40% y el 

90% de cobertura libre de nubes, con las cuales se hizo la primera imagen multitemporal. La 

segunda imagen multitemporal se construyó con siete de las 10 anteriores fechas que tenían más 

del 40 % y menos del 80% de cobertura libre de nubes. Luego de tener las dos imágenes 

multitemporales, re-muestreadas y sin nubes, se ejecutaron los algoritmos de clasificación. El 

algoritmo BA para la imagen multitemporal con 10 fechas mostró un mtry de 10, error de 

predicción de 1.51% y para 7 fechas mtry de 8 y error de predicción de 3.29%. Los datos de mayor 

importancia por su aporte a la clasificación para la imagen multitemporal de 10 fechas fueron B11 

(infrarrojo de onda corta uno), con 11%; B12 (infrarrojo de onda corta dos), con 8%, B8A 

(Infrarojo cercano 2), con 7% y B8 (Infrarojo cercano), con 5%. Las demás capas aportan entre el 

0.03 y el 4%. Para la imagen multitemporal de 7 fechas, las que más aportan son B11 del 2 de 

febrero, con 8%, B8A, B7 y B8 de 23 de mayo, con 6%; B11 y B6 de 23 de mayo, con 5% y B8 y 

B8A de 2 de febrero con 4%. Las demás bandas aportaron entre 0.1 y 3% (Figura 4-3.). 

 

Al aplicar el algoritmo MVS, el costo fue de 15 con desempeño de 0.0154 y exactitud global de 

96% para 10 fechas. Para 7 fechas el costo fue de 15 con desempeño de 0.0389 y exactitud global 

de 92%. Las variables de mayor importancia para MVS de 10 fechas fueron B4, B2, B3 y B5 de 28 

de enero, con 3% B12 de 8 y 3 de mayo 22 de junio y 22 de febrero con 2%. Las demás bandas 

aportaron entre 0.1 y 1%. Para MVS de 7 fechas las variables de mayor importancia fueron B12 de 

8 y 3 de mayo, 22 de junio y 22 de febrero con 3%, B4 y B8 de 22 de junio con 2.6%. Las demás 

bandas aportaron entre 0.3 y 2.5% (Figura 4-4.).   
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Figura 4-3. Importancia y aporte de cada una de las variables en la clasificación con BA y MVS para la 

imagen multitemporal de 7 fechas para Sentinel 2. 
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En la Tabla 4-4, se muestran los resultados de la matriz de confusión para BA y MVS para las 

imágenes multitemporales de 10 fechas y 7 fechas, donde se aprecia que los valores son similares y 

no hay mayor confusión entre píxeles de otras clases. La clase papa presenta confusión con pastos, 

con valor mas alto en MVS que en BA. La clase pastos presenta mayor confusión con bosques y 

papa en MVS que en BA. 

 
Tabla 4-4. Matrices de confusión de predicción para imágenes multitemporales de Sentinel 2, aplicando BA 

y MVS para cada imagen multitemporal.  

Algoritmo de 

clasificación 
Multitemporal 10 fechas Multitemporal 7 fechas 

 

B
A

 

Clase   Agua Bosque Papa Pastos Suelo_des Urbano   Agua Bosque Papa Pastos Suelo_des Urbano 
 

Agua   375 1 0 0 0 0   373 3 0 0 0 0 
 

Bosque   0 806 0 0 0 0   1 797 1 1 0 6 
 

Papa   0 0 186 6 0 0   0 6 180 5 0 1 
 

Pastos   0 0 12 428 0 0   0 2 12 425 0 1 
 

Suel_des   0 6 5 0 24 3   0 6 5 0 23 4 
 

Urbano   0 0 1 2 0 144   0 12 0 4 1 130 
 

M
V

S
 

         

Agua   376 0 0 0 0 0   375 1 0 0 0 1 
 

Bosque   0 806 3 17 2 0   1 794 14 30 3 7 
 

Papa   0 0 149 29 2 0   0 3 122 54 2 1 
 

Pastos   0 0 40 393 0 1   0 0 55 355 0 0 
 

Suelo_des 0 0 0 1 32 0  0 0 0 1 32 1  
Urbano   0 0 0 0 2 146   0 8 1 0 1 137 

 

 

Al analizar la evaluación de exactitud de la clasificación (Tabla 4-5), se aprecia que es similar 

entre imágenes multitemporales de 10 y 7 fechas, oscilando entre 90 y 98% la exactitud global. 

Para la clase papa hay una variación entre algoritmos, presentando, para 7 fechas, un valor de 

precisión para BA de 92% y para MVS de 63.5%; recall 91.7% para BA y 67% para MVS. 

 

Las métricas de exactitud para la imagen de 10 fechas fueron sutilmente mayores que las de 7 

fechas tanto para BA como para MVS. Sin embargo, lo encontrado para ambos algoritmos en los 

resultados de la predicción de la imagen de 10 fechas no corresponde con la realidad, así que para 

escoger la imagen que posteriormente se usó en la fusión por ACP, se tuvo en cuenta la extensión 

ocupada por cada clase. En la Tabla 4-6, se muestra que el área en la clasificación de BA–10 

fechas para la clase papa es de 18.755 ha representando la mayor extensión con respecto a las otras 

imágenes y comparado con lo encontrado en la clasificación de las imágenes Sentinel 1. El área 
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clasificada como papa disminuyó en 5250 ha en la imagen de BA-7 fechas con respecto a la de 10 

fechas y se acerca más a las demás áreas halladas en las imágenes Sentinel 1 (Tabla 4-3).  

 

Tabla 4-5. Valores de evaluación de exactitud para imágenes multitemporales de Sentinel 2 y los 

algoritmos BA y MVS.  

Algoritmo de 

clasificación 
Multitemporal 10 fechas 

  
Multitemporal 7 fechas 

  

B
A

 

Evaluación Precision Recall F1   Precision Recall F1 

Agua   0.997 1.000 0.999   0.998 0.999 0.999 

Bosque   0.999 0.993 0.996   0.991 0.967 0.979 

Papa   0.973 0.941 0.956   0.921 0.917 0.919 

Pastos   0.972 0.981 0.977   0.963 0.971 0.967 

Suel_des   0.761 1.000 0.864   0.735 0.976 0.838 

Urbano   0.971 0.974 0.973   0.885 0.944 0.914 

L.I.I.C  0.871 0.963 0.920  0.834 0.939 0.888 

L.S.I.C  1.021 1.000 1.002  0.996 0.986 0.984 

Media  0.946 0.982 0.961  0.915 0.962 0.936 

E.E.  0.037 0.009 0.020  0.040 0.012 0.024 

    Exactitud global Kappa   Exactitud global Kappa 

    0.985   0.980   0.967   0.956 

M
V

S
 

Evaluación Precision Recall F1   Precision Recall F1 

Agua   1 1 1   0.997 0.995 0.996 

Bosque   1.000 0.973 0.987   0.985 0.935 0.960 

Papa   0.776 0.828 0.801   0.635 0.670 0.652 

Pastos   0.893 0.906 0.899   0.807 0.866 0.835 

Suelo_des 0.842 0.970 0.901  0.667 0.842 0.941 

Urbano   0.993 0.986 0.990   0.932 0.932 0.932 

L.I.I.C  0.839 0.890 0.866  0.754 0.795 0.776 

L.S.I.C  0.996 0.998 0.993  0.979 0.985 0.979 

Media  0.917 0.944 0.930  0.866 0.890 0.877 

E.E.  0.039 0.027 0.032  0.056 0.047 0.050 

    Exactitud global Kappa   Exactitud global Kappa 

    0.951   0.934   0.908   0.875 
L.I.I.C = Limite inferior del intervalo de confianza, L.S.I.C = Limite superior del intervalo de confianza, E.E. 

= Error estándar. 

 

En la Figura 4-4 se compara lo predicho por el algoritmo BA a partir de la imagen Sentinel 2 de 

10 y 7 fechas, donde se observa que en la imagen de 10 fechas hay mayor presencia de área urbana 

que no corresponde a lo que se encuentra en campo. La imagen de 7 fechas se asemeja a la 

realidad, hay disminución en el área urbana y en papa. 
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Tabla 4-6. Área por cada clase para BA y MVS y cada imagen multitemporal de Sentinel 2 (10 y 7 fechas). 

  BA MVS 

Clase 
10 fechas 7 fechas 10 fechas 7 fechas 

Área (ha) % Área (ha) % Área (ha) % Área (ha) % 

Agua 613.64 0.6 656.6 0.7 1145.93 1.2 1333.73 1.3 

Bosque 39013.71 39.2 44460.67 44.7 42924.39 43.1 44277.77 44.5 

Papa 18755.18 18.8 13505.89 13.6 12722.5 12.8 13594.29 13.7 

Pastos 31678.15 31.8 35402.21 35.6 29743.55 29.9 28115.18 28.3 

Suel_Des 1202.66 1.2 407.74 0.4 5194.98 5.2 6233.66 6.3 

Urbano 8259.22 8.3 5089.45 5.1 7791.21 7.8 5967.93 6 

         

 

 

Figura 4-4. Comparación del resultado predicho con BA a partir de la imagen Sentinel 2 de 10 fechas 

(izquierda) y 7 fechas (derecha), en un sector del área de estudio. 

 

4.3. Identificación de cultivos de papa con imagen 

multitemporal Sentinel 2 incluyendo índices 

espectrales de vegetación  

 

La imagen multitemporal de Sentinel 2 mostró diferencias entre las extensiones halladas en cada 

una de las clasificaciones realizadas. Por esta razón y con el propósito de mejorar la clasificación 

de las capas tratando de resaltar la clase papa, se realizó el cálculo de los índices NDVI, MCARI y 

NDSVI. 

10 fechas 7 fechas 
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Figura 4-5. Importancia y aporte de cada una de las variables en la clasificación con BA y MVS para la 

imagen multitemporal de 7 fechas de Sentinel 2 incluyendo índices espectrales de vegetación. 

 

Para este caso, se presentó un mtry de 8, un error de predicción de 3.15% y exactitud global de 

95.7% con BA. Para MVS, el costo fue de 100, con desempeño de 0.036 y la exactitud global fue 

de 87%. Los aportes de las bandas a la clasificación con BA fueron para NDSVI del 23 de mayo de 

8.5%; B11 del 2 de febrero 7.8%; NDSVI del 3 de mayo 6.6%; NDVI del 23 de mayo 5.6 y B7 del 

23 de mayo 5.1%. Los aportes de las demás bandas variaron entre un 0.1 y 4%. Para el algoritmo 

MVS estas variables aportaron el 2%: B11 del 02 de febrero, B8, B4, B11 y B5 del 22 de junio, 

NDSVI del 23 de mayo, B4 del 08 de mayo, B8 del 19 de marzo y B7 del 22 de junio. Los aportes 

de las demás bandas variaron entre un 0.3 y 1% (Figura 4-5.). 
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Tabla 4-7. Matriz de confusión de predicción y evaluación de exactitud para BA y MVS de imágenes 

multitemporales Sentinel 2 más índices de vegetación. 

Algoritmo de 

clasificación 
Matriz de confusión Evaluación de exactitud 

 

B
A

 

Clase   Agua Bosque Papa Pastos Suelo_des Urbano   Precision Recall F1  

Agua   374 2 0 0 0 0   0.998 0.999 0.999 
 

Bosque   0 801 1 0 0 4   0.992 0.969 0.980 
 

Papa   0 5 182 4 0 1   0.921 0.925 0.923 
 

Pastos   0 2 11 427 0 0   0.966 0.972 0.969 
 

Suel_des   0 6 6 0 22 4   0.735 0.965 0.834 
 

Urbano   0 11 0 2 0 134   0.889 0.938 0.913 
 

L.I.I.C         0.835 0.940 0.887  

L.S.I.C         0.998 0.983 0.986  

Media         0.917 0.961 0.936  

E.E.         0.040 0.011 0.025  

                  Exactitud global Kappa  

                  0.969 0.957 
 

M
V

S
 

Clase   Agua Bosque Papa Pastos Suelo_des Urbano   Precision Recall F1  

Agua   375 1 0 0 0 4   0.997 0.987 0.992 
 

Bosque   1 778 14 22 4 15   0.965 0.933 0.949 
 

Papa   0 4 90 36 2 3   0.469 0.667 0.550 
 

Pastos   0 1 82 375 0 4   0.852 0.812 0.831 
 

Suelo_des   0 0 0 1 32 4   0.842 0.865 0.853 
 

Urbano   0 22 6 6 0 117   0.796 0.775 0.785 
 

L.I.I.C         0.665 0.745 0.699  

L.S.I.C         0.976 0.934 0.955  

Media         0.820 0.840 0.827  

E.E.         0.077 0.047 0.064  

                  Exactitud global Kappa  

                  0.884 0.842 
 

L.I.I.C = Limite inferior del intervalo de confianza, L.S.I.C = Limite superior del intervalo de confianza, E.E. 

= Error estándar. 

 

Los valores encontrados en la matriz de confusión y la evaluación de exactitud en la Tabla 4-7, 

son similares a los encontrados en la imagen de Sentinel 2 de 7 fechas, sin incluir los índices 

espectrales de vegetación. Sin embargo, en la clase papa para MVS hay mayor confusión entre 

papa y pastos y también hubo diferencias en la extensión de cada clase.  

 

En la Tabla 4-8 se muestra que, el área para la clase papa en la imagen de 7 fechas + índices 

espectrales de vegetación fue de 12.845 ha para BA y 11.027 para MVS. Sin incluir estos índices 

se encontraron 13.505 ha y 13.594 ha para BA y MVS, respectivamente (Tabla 4-6). Dado que el 
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area encontrada en esta imagen se asemeja a la reportada en las imagenes Sentinel 1, la imagen de 

7 fechas con índices espectrales se incluye en los procesos de ACP y fusion.  

 

Tabla 4-8. Área por cada clase para BA y MVS en la imagen multitemporal de Sentinel 2 de 7 fechas 

incluyendo índices de vegetación. 

Clase 
BA MVS 

Ha % Ha % 

Agua 515.74 0.5 1338.46 1.3 

Bosque 43583.24 43.8 41954.71 42.2 

Papa 12845.01 12.9 11027.81 11.1 

Pastos 36601.17 36.8 28855.19 29 

Suel_Des 361.41 0.4 3850.12 3.9 

Urbano 5615.99 5.6 12496.27 12.6 

 

En la Figura 4-6 se observa el resultado de la predicción para BA, donde se encuentra menos área 

de papa y suelo desnudo y mayor presencia de pasto que con MVS. En la clase agua no se 

encuentran otras clases y la clase urbana también es diferente en las dos imágenes, siendo menor 

en BA que en MVS. En BA hay mayor presencia de falsos positivos para la clase pasto y falsos 

negativos para la clase agua, ya que las áreas difieren de lo que se encontró en Sentinel 1. 

 

Figura 4-6. Comparación del resultado predicho con BA y MVS a partir de la imagen Sentinel 2 de 7 fechas 

incluido índices espectrales de 11 fechas, en un sector del área de estudio. 

 

BA MVS 
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4.4. Fusión de imágenes Sentinel 1, Sentinel 2 y Sentinel 2 

más índices por ACP  

 

Para realizar la fusión, se seleccionaron las imágenes Sentinel 1 de 11 fechas, Sentinel 2 de 7 

fechas con cobertura sin nubes del 40 al 80% y Sentinel 2 de las mismas 7 fechas, pero incluyendo 

tres índices espectrales de vegetación, que presentaron menor error y mejor evaluación de 

exactitud (Numeral 4.1, 4.2 y 4.3). A cada imagen se le aplicó ACP, se escogieron los seis 

primeros componentes principales de cada imagen (Tabla 4-9), ya que estos presentaron una 

proporción acumulado del 80% para crear una última imagen multitemporal y hacer la 

clasificación.  

 

Tabla 4-10. Proporción varianza acumulada al aplicar análisis de componentes principales. 

ACP Comp.1 Comp.2 Comp.3 Comp.4 Comp.5 Comp.6 

Sentinel 1 (11 fechas) 0.6218 0.6923 0.7283 0.7550 0.7786 0.8015 

Sentinel 2 (7 fechas) 0.1865 0.3439 0.4892 0.6215 0.7452 0.8649 

Sentinel 2 incluido índices espectrales 0.1833 0.3375 0.4794 0.6077 0.7277 0.8430 

 

Al aplicar el algoritmo BA, el valor fue de 4 para mtry, el error de predicción fue del 4%. Las 

bandas con mayor importancia fueron componente principal 1 (36%) y 3 (11%) de la imagen 

Sentinel 1; componente 1 (8%) de la imagen Sentinel 2 con índices de vegetación; componente 2 

(7%) de la imagen Sentinel 1, componente 1 de la imagen Sentinel 2 (5%). Los demás 

componentes aportaron entre un 1 y un 4% cada uno. Con base en lo anterior, se evidencia que la 

imagen Sentinel 1 fue la que tuvo mayor aporte. El algoritmo de MVS obtuvo un costo de 20 con 

mejor desempeño de 0.100. Las bandas con mayor importancia para este algoritmo fueron 

componente principal 6 (12.8%), 1 (11.7%), 4 (11.3%), 2 (11 %), 5 (10.7%) y 3 (8%) de Sentinel 

1. Los demás componentes aportaron entre un 0.4 y un 5% cada uno (Figura 4-8.). 
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Figura 4-7. Importancia y aporte de cada una de las variables en la clasificación con BA para la imagen 

por fusión de ACP. 

 

En la matriz de confusión, las clases se definen claramente y se encontró una menor confusión de 

la papa con pastos y bosque (11 y 4 píxeles para BA, 26 y 27 píxeles para MVS respectivamente). 

La clase que presentó mayor confusión fue suelo desnudo en el algoritmo MVS (Tabla 4-). La 

evaluación de exactitud es mayor al 80% para la mayoría de las clases, excepto para suelo desnudo 

con BA. Para MVS, la evaluación de exactitud es menor al 80% en las clases papa y suelo denudo. 

La exactitud global y el índice Kappa son mayores para el algoritmo BA (96 y 94%, 

respectivamente) comparado con MVS (89 y 85%, respectivamente). Para la métrica F1, en BA es 

de 95.4% y en MVS de 73.8% para papa, mostrando mejor exactitud con BA (Tabla 4-). En MVS 

disminuye para papa por el aumento en la confusión con bosque y pastos. 
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Tabla 4-10. Matriz de confusión y evaluación de exactitud para fusión de imagen por ACP para los 

algoritmos BA y SVM. 

Una etapa fenológica del cultivo de papa 

Algoritmo de 

clasificación 
Matriz de confusión 

  
Evaluación de exactitud 

  

B
A

 

Clase   Agua Bosque Papa Pastos Suelo_des Urbano   Precision Recall F1 

Agua   373 1 0 2 0 0 
 

0.995 0.999 0.997 

Bosque 0 798 4 3 0 1  0.983 0.956 0.969 

Papa   0 11 175 6 0 0 
 

0.904 0.887 0.895 

Pastos   0 6 11 422 1 0 
 

0.944 0.964 0.954 

Suel_des 0 5 5 4 22 2  0.726 1.000 0.841 

Urbano 0 6 3 1 1 136  0.917 0.975 0.945 

L.I.I.C        0.831 0.929 0.887 

L.S.I.C        0.992 0.998 0.980 

Media        0.912 0.963 0.934 

E.E.        0.040 0.017 0.023 

                  Exactitud global Kappa 

                  0.960   0.946 

 M
V

S
 

Clase   Agua Bosque Papa Pastos Suelo_des Urbano   Precision Recall F1 

Agua   374 0 1 0 1 0  0.995 0.995 0.995 

Bosque 0 751 27 37 4 9  0.932 0.907 0.919 

Papa   0 14 138 20 7 3  0.719 0.758 0.738 

Pastos   2 32 26 383 4 0  0.870 0.857 0.864 

Suelo_des 0 1 0 0 18 7  0.474 0.692 0.563 

Urbano 0 8 0 0 4 128  0.871 0.914 0.892 

L.I.I.C        0.655 0.763 0.701 

L.S.I.C        0.965 0.945 0.956 

Media        0.810 0.854 0.828 

E.E.        0.077 0.045 0.063 

                  Exactitud global Kappa 

                  0.896   0.859 

L.I.I.C = Limite inferior del intervalo de confianza, L.S.I.C = Limite superior del intervalo de confianza, E.E. 

= Error estándar. 

 

Al calcular el área por clase, se evidenció que es similar para los dos algoritmos. Por ejemplo, para 

la clase papa en BA fueron 13.764 ha y en MVS 13.202 ha (Tabla 4-11), disminuyendo la 

diferencia entre algoritmos (562 ha) en comparación a la imagen sentinel 1 de 10 fechas y la 

Sentinel 2 incluyendo índices espectrales de vegetación. Es así, como la diferencia entre BA y 

MVS en la imagen Sentinel 1 fue de 2995 ha, en Sentinel 2 de 88.4 ha y Sentinel 2 más índices 

espectrales de vegetación, de 1817 ha. Los resultados de la clasificación de la imagen creada por 
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fusión de ACP se considera satisfactoria, ya que los cultivos identificados se ubican en los 

municipios donde se verificó su presencia. 

 

Tabla 4-11. Área (ha) por cada clase para BA y MVS, de la imagen multitemporal por ACP. 

 Clase 

Fusión ACP 

BA MSV 

Área (ha) % Área (ha) % 

Agua 1144.61 1.1 1443.23 1.4 

Bosque 45998.52 46.2 43207.37 43.4 

Papa 13764.23 13.8 13202.18 13.3 

Pastos 34013.97 34.2 37437.16 37.6 

Suel_Des 595.11 0.6 2072.24 2.1 

Urbano 4071.25 4.1 2225.51 2.2 

 

En la Figura 4-8 se observa el resultado de la predicción para BA y MVS, donde se percibe 

similaridad en las áreas clasificadas como papa y pasto. En MVS se observa mayor presencia de 

área clasificadas como agua y suelo desnudo; y menor área de clase urbana en comparación a lo 

visto en BA. 

 

Figura 4-8. Comparación del resultado predicho con BA y MVS a partir de la fusión de componentes 

principales de las imágenes Sentinel 1, Sentinel 2 y Sentinel 2 incluyendo índices espectrales, 

en un sector del área de estudio. 

 

 

 

BA MVS 
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4.5. Fusión de imágenes Sentinel 1, Sentinel 2 y Sentinel 2 

más índices espectrales de vegetación, por ACP, 

clasificando la papa en dos etapas de crecimiento  

 

Al clasificar el cultivo de papa, se obtuvo un valor de exactitud mayor al 80%, que se considera 

bueno, teniendo en cuenta las difíciles condiciones del terreno en las que crece (zona de montaña y 

alta presencia de nubes). Además de la identificación del cultivo y su extensión, se realizó una 

clasificación en dos estados fenológicos, para saber cuáles cultivos tendrán la misma fecha 

aproximada de cosecha. Se dividió la clase papa en dos sub clases: clase papa_1 y clase papa_2. La 

clase papa_1 comprendía los lotes de muestreo sembrados entre enero y marzo del año 2022. La 

clase papa_2 incluía los lotes de muestreo sembrados entre abril y junio de 2022. La clase papa_1 

se encuentra bien definida en la matriz de confusión para los dos algoritmos evaluados (Tabla 

4-12). La clase papa_2 tiene menor representación en píxeles y se confunde con las clases papa_1, 

con el bosque y con los pastos. La evaluación de exactitud se comporta mejor en la clasificación 

por BA, donde la clase papa_1 es similar entre precisión 86% y recall 84%, la clase papa_2 

presenta valores de 94% en recall y 78% precisión (Tabla 4-12). 

 

El área para la clase papa_1 en BA fue de 8249 y con MVS aumentó a 8288 ha, para la clase 

papa_2 fue de 2370 ha con BA y 2164 ha con MVS (Tabla 4-13). Si se compara con el área 

encontrada en la clasificación de la clase papa sin tener en cuenta los estados fenológicos, la 

diferencia en área es de 3143 ha con el algoritmo de BA y 2749 ha con el algoritmo de MVS. Al 

dividir la clase papa en dos sub clases, los pixeles se confunden con la clase bosques y la clase 

pastos. Estas aumentaron de área en los dos algoritmos para la fusión ACP con dos sub clases de 

papa. El bosque aumentó 1781 ha y los pastos aumentaron 1072 ha en la clasificación con BA, 

comparando con el área encontrada en la clasificación con una sola clase de papa. Con el algoritmo 

MVS, el bosque aumentó en 745 ha y los pastos 2521 ha. 
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Tabla 4-12. Matriz de confusión y evaluación de exactitud para fusión de imagen por ACP para BA y MVS, 

clasificando el cultivo de papa en dos etapas de crecimiento. 

Algoritmo de 

clasificación 

Dos etapas fenológicas del cultivo de papa 

Matriz de confusión   Evaluación de exactitud 

B
A

 

Clase   Agua Bosque Papa_1 Papa_2 Pastos Suelo_des Urbano   Precision Recall F1 

Agua   373 1 0 0 2 0 0   0.995 0.999 0.997 

Bosque   0 800 2 0 3 0 1   0.985 0.951 0.968 

Papa_1 

Papa_2 

  1 11 126 2 6 0 0   0.865 0.845 0.855 

  0 2 8 36 0 0 0   0.788 0.946 0.860 

Pastos   0 6 9 2 422 1 0   0.951 0.958 0.954 

Suel_des   0 5 4 0 4 24 1   0.708 1.000 0.829 

Urbano   0 6 1 1 1 1 137   0.917 0.970 0.943 

L.I.I.C          0.809 0.914 0.867 

L.S.I.C          0.966 0.991 0.963 

Media          0.887 0.953 0.915 

E.E.          0.040 0.020 0.025 

                    Exactitud global Kappa 

                    0.955 0.940 

M
V

S
 

Clase   Agua Bosque Papa_1 Papa_2 Pastos Suelo_des Urbano   Precision Recall F1 

Agua   373 0 0 0 0 0 0   0.992 1.000 0.996 

Bosque   0 760 21 10 38 4 12   0.943 0.899 0.921 

Papa_1 

Papa_2 

  0 10 97 12 15 6 6   0.664 0.664 0.664 

  0 1 7 15 2 2 1   0.326 0.536 0.405 

Pastos   3 31 21 9 385 4 0   0.875 0.850 0.862 

Suelo_des 0 0 0 0 0 18 4  0.000 0.474 0.818 

Urbano   0 4 0 0 0 4 124   0.844 0.939 0.889 

L.I.I.C          0.546 0.696 0.607 

L.S.I.C          0.916 0.935 0.918 

Media          0.731 0.815 0.763 

E.E.          0.095 0.061 0.080 

                    Exactitud global Kappa 

                    0.886 0.845 
L.I.I.C = Limite inferior del intervalo de confianza, L.S.I.C = Limite superior del intervalo de confianza, E.E. 

= Error estándar. 
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La Figura 4-9. muestra la distribución espacial de la clasificación para una sola clase de papa (sin 

tener en cuenta el estado fenológico). En esta se visualiza mejor definido los lotes con el algoritmo 

MVS que con BA. 

Figura 4-9. Fusión por ACP una clase de papa: Clasificación de cultivos de papa con algoritmos BA y 

MVS. Azul: clase agua; Verde oscuro: clase bosque; Negro: clase urbano; Naranja: clase suelo 

desnudo, Verde claro: clase pasto y Purpura: clase papa. 

 

La Figura 4-10. muestra la distribución espacial para las dos sub clases de papa (teniendo en 

cuenta el estado fenológico). Aunque con ambos algoritmos (BA y MVS) son claras las áreas de 
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cultivo en papa (color púrpura), hay una mejor definición de los lotes de papa_2 con el algoritmo 

BA que con MVS. 

 

Figura 4-10. Fusión por ACP dos clases de papa: Clasificación de cultivos de papa con algoritmos BA y 

MVS. Azul: clase agua; Verde oscuro: clase bosque; Negro: clase urbano; Naranja: clase suelo 

desnudo, Verde claro: clase pasto, Purpura: sub clase papa_1 y Amarillo: sub clase papa_2. 
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Tabla 4-13. Área por cada clase para BA y MVS, de la imagen multitemporal de fusión por ACP, 

incluyendo dos clases de papa en diferentes estados fenológicos. 

Fusión ACP - 2 Clases de papa 

Clase 
BA MSV 

Ha % Ha % 

Agua 1144.67 1.1 997.86 1 

Bosque 47779.54 48 43951.93 44.1 

Papa_1 8249.99 8.3 8288.04 8.3 

Papa_2 2370.62 2.4 2164.91 2.2 

Pastos 35086.62 35.2 39958.73 40.1 

Suel_Des 677.05 0.7 2124.51 2.1 

Urbano 4279.2 4.3 2101.71 2.1 
 

 

4.6 Protocolo para identificar áreas sembradas en papa a 

partir de imágenes Sentinel 1 y 2 

 

A continuación, se presentan los principales pasos para monitorear las áreas sembradas en papa 

(Figura 4-11.). Se tiene como insumo imágenes satelitales de radar y ópticas de los satélites 

Sentinel 1 y 2. A partir de la metodología (Capítulo III. Metodología) y los resultados obtenidos 

(Capítulo IV. Resultados), se seleccionan los principales métodos, para que más adelante puedan 

ser replicados en otra época y lugar diferente al evaluado en este estudio. 

Figura 4-11. Protocolo para identificar cultivos de papa a través de imágenes satelitales Sentinel 1 y 2. 
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El primer paso para la identificación de cultivos de papa es elegir la zona o el área en el que se 

quiere realizar la caracterización. Es importante tener información disponible sobre la topografía, 

altura sobre el nivel del mar, pendiente y cualquier otra información que pueda ser relevante para 

el preprocesamiento y posterior análisis de los datos. Debido a que se pueden obtener hasta dos 

ciclos de cultivo al año, se debe definir si la identificación del cultivo es para un ciclo o dos. 

Dependiendo del tiempo que se defina, así mismo se limitará el número de imágenes satelitales a 

obtener. 

 

Para realizar la clasificación es necesario contar con lotes de referencia en campo. En el sitio se 

debe obtener información sobre la fecha de siembra y la etapa fenológica en que se encuentra el 

cultivo (emergencia, vegetativa, floración, madurez, senescencia o cosecha). Se debe contar con 

mínimo 30 lotes de cultivo de papa para cada ciclo productivo que lo define un trimestre; es decir, 

30 lotes de papa sembrados entre enero y marzo, 30 sembrados entre abril y junio y así 

sucesivamente. Los periodos se pueden cambiar de acuerdo con las características propias del 

cultivo y su comportamiento en la zona, ya que cada sitio define su estacionalidad de acuerdo con 

el periodo de lluvias y la disponibilidad de agua. Lo importante es contar con el mínimo de 30 lotes 

dentro de la misma etapa de siembra. 

 

Adicionalmente, se deben tomar lotes de referencia de otras coberturas vegetales que no sean 

cultivo de papa, pues esto ayuda a mejorar la clasificación, principalmente de cultivos o coberturas 

que sean importantes en la zona de estudio. La otra opción es obtener polígonos de referencia a 

partir de un analista que tenga experiencia en reconocimiento de clases de una imagen óptica. 

 

Se recomienda para las visitas en campo, tener conocimiento previo del recorrido a realizar, 

apoyándose en imágenes ópticas de alta resolución que ayuden a identificar los lotes. También es 

importante contar con GPS para georreferenciar los cultivos o las clases a muestrear. Se 

recomienda realizar visitas mensuales a los lotes, para así obtener suficiente información sobre el 

cambio fenológico del cultivo. 

 

El siguiente paso es obtener imágenes de radar Sentinel 1 y ópticas de Sentinel 2 para las fechas y 

lugar definido. Las imágenes de radar se pueden descargar de la plataforma Vertex. Se recomienda 

obtener la mayor cantidad de imágenes disponibles para el periodo definido. Las imágenes ópticas 
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de Sentinel 2 se pueden descargar de la plataforma Copernicus de la ESA; se recomienda obtener 

imágenes entre el 0 y el 60% de presencia de nubes. Es recomendable que las imágenes con 

nubosidad menor al 20% no correspondan a fechas con poca presencia de cultivos de papa, pues 

estas no se tendrán en cuenta en la posterior clasificación. Luego de tener las imágenes se procede 

al preprocesamiento en el software SNAP.  

 

El preprocesamiento de la imagen de radar en SNAP se muestra en la Figura 3-6. Son ocho pasos 

que se pueden desarrollar a través de un flujo de trabajo los cuales son: archivo de órbita del 

satélite  (Apply Orbit File), eliminación de ruido térmico (Thermal Noise Removal), eliminación 

de ruido de borde (Remove GRD Border Noise), calibración (calibration), filtro efecto sal y 

pimienta (Speckle filter),  aplanamiento de terreno (Terrain Flattening), corrección Doppler del 

terreno (Terrain Correction), conversión a decibeles (Linear To From dB) y se aplican a cada 

imagen obtenida. Cuando todas las imágenes están listas se recortan para el área de interés y se 

construye la imagen multitemporal.  

 

El preprocesamiento de la imagen óptica se muestra en la Figura 3-7, los pasos a seguir son 

correción atmosférica, corrección geométrica, remuestreo, recorte de la imagen en las mismas 

coordenadas que se recortaron las imágenes de radar y eliminación de nubes y sombra. Estos pasos 

se aplican a cada una de las imágenes y se eliminan las bandas que no son de interés, solo se 

incluyen las bandas B2 (azul), B3 (verde), B4 (roja), B5 (rojo), B6 (ultrarrojo), B7 (rojo lejano), 

B8 (infrarrojo cercano), B8A (infrarrojo cercano dos), B11 (onda corta infrarrojo), B12 (onda corta 

infrarrojo dos) de cada una de las fechas y el modelo digital de elevación. Cuando están listas, se 

construye la imagen multitemporal. Con las mismas imágenes usadas en el paso anterior se 

calculan los índices de NDVI, NDSVI y MCARI (Tabla 2-3) se dejan las bandas B2, B3, B4, B5, 

B6, B7, B8 y B11, y se eliminan las que no son de interés. Finalmente, se forma una tercera 

imagen multitemporal de Sentinel 2, en la que se incluyen los tres índices de vegetación. 

 

Cuando se tienen las tres imágenes multitemporales, a cada una se le realiza el análisis de 

componentes principales (ACP) en este caso se usó el software RStudio (Venables et al., 2013), 

generando tres nuevas imágenes multitemporales. De cada imagen se seleccionan los primeros 

componentes, que representen el 80% de variabilidad y se forma una última imagen multitemporal, 

que incluye los primeros componentes de cada una de las imágenes multitemporales de Sentinel 1, 

Sentinel 2 y Sentinel 2 incluyendo los índices de vegetación. A esta última imagen se le aplican los 
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algoritmos de clasificación de bosques aleatorios (BA) con el paquete ranger (Wright & Ziegler, 

2017) y máquinas de vector de soporte (MVS) con el paquete e1071 (Meyer et al., 2023). Luego se 

calculan las áreas de cada una de las clases que se definieron con las muestras o lotes de referencia, 

se obtienen las métricas de evaluación de exactitud: exactitud global, precisión, recall y F1 (Tabla 

2-4) y al final, el área para la clase papa.  
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5. Capítulo V. Discusión de resultados 

 

5.1. Clasificación de imágenes  

 

El estudio se enfocó en la identificación de cultivos de papa con dos algoritmos, Bosques 

Aleatorios (BA) y Máquina de Vector de Soporte (MVS), con imágenes Sentinel 1 y Sentinel 2. 

Inicialmente, la imagen multitemporal de radar de Sentinel 1 muestra una discriminación clara de 

cultivos de papa con respecto a las demás clases (Figura 5-1). La mayoría de estos cultivos se 

distribuyen en los municipios que se destacan por ser los mayores productores en Cundinamarca 

(Villapinzon, Tausa y Lenguazaque). El flujo de trabajo usado para procesar las imágenes de radar 

Sentinel 1, permitió disminuir el efecto escorzo en el que no es clara la cantidad de energía 

retrodispersada y es evidente la distorsión geométrica, lo cual afecta la clasificación en zonas de 

montaña, con cultivos sembrados en pendientes entre el 10 y el 50%. El incluir datos de elevación 

digital mejora la clasificación cuando se tiene elevación y pendiente variable en el terreno (Pott et 

al., 2021).  

 

 
Figura 5-1. Clasificación con BA para imagen multitemporal de 11 fechas de Sentinel 1. 

 

Singha et al. (2022) usaron imágenes SAR de Sentinel 1 para monitorear papa en Bengala 

occidental (India), a 40 m.s.n.m. Ellos encontraron un valor de precisión de 84.6% con MVS y 

99% con BA, y un valor recall de 91.7% para MVS y 83% para BA. Los valores encontrados por 

los autores son mayores a los encontrados en la imagen multitemporal Sentinel 1 de 11 fechas 
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clasificada en este estudio, que para la clase papa fue de precisión de 65.6% con MVS y 69.4% con 

BA, y un valor recall de 67.4 para MVS y 83% para BA. La disminución en las métricas de 

exactitud en la zona de estudio puede estar influenciada por la variablidad en las alturas y las 

pendientes que se manejan en la zona, con variación de alturas entre los 2800 y los 3200 m.s.n.m. 

También se puede deber al hecho de que en esta clasificación de imágenes Sentinel 1 no se hubiera 

incluido una variable de modelo digital de elevación como si se hizo en el análisis de las imágenes 

de Sentinel 2 y en la fusión por ACP. 

 

Aunque los resultados entre usar una imagen por mes o todas las disponibles para el semestre en 

evaluación son similares, incluir la mayor cantidad de imágenes disponibles tiene estas ventajas: 

reduce el error, aumentan los pixeles clasificados como verdaderos positivos, disminuye los falsos 

positivos y los falsos negativos y se reduce el intervalo de confianza. De esta manera, se mejora la 

clasificación, principalmente de lotes de suelo desnudo en etapa de siembra, pero que más adelante 

se encontrarán en otra etapa fenológica del cultivo. Wang et al. (2022), procesaron 411 series 

temporales de imágenes SAR Sentinel 1, para analizar características fenológicas del arroz en 

diferentes condiciones de terreno. Ellos encontraron exactitud de usuario de 96%, exactitud de 

productor de 85%, exactitud global de 88% y compararon el área clasificada con el área reportada 

por el distrito de Chongqing (China) obteniendo un coeficiente de correlación de 0.96. En otro 

estudio Mucsia & Bui (2023), también usaron series temporales de imágenes de radar para mapeo 

de cobertura terrestre en Vietnam, obteniendo mejores resultados en la combinación de 16 fechas 

con exactitud global de 76.6%, confirmando la efectividad del uso de imágenes de radar 

multitemporales para el mapeo de cobertura terrestre. Lo mismo encontraron Mansaray et al. 

(2021), quienes mencionan que cuanto más amplia es la serie de tiempo de imágenes de Sentinel-

1A para la clasificación, menor es la diferencia entre los valores de exactitud de varios conjuntos 

de datos. 

 

Las imágenes ópticas de alta resolución espacial y temporal y los algoritmos de clasificación de 

aprendizaje automático hacen posible crear mapas de clasificación de cultivos y otras coberturas en 

áreas con campos fragmentados y estructuras de plantación compleja (Luo et al., 2023). En el 

presente trabajo, a pesar de que la clasificación con imágenes Sentinel 2 tiene un error bajo (1.51% 

para 10 fechas), la clasificación y las áreas no son cercanas a la realidad. Al incluir una imagen 

despejada de enero en la imagen de 10 fechas, ésta se toma como la imagen referente para el 

modelo, pero no es representativa, ya que en esta época hay poca papa en etapas de emergencia y 
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vegetativa, por lo que probablemente genera ruido y no se asemeja a lo visto en campo. Al eliminar 

dicha imagen en la clasificación con Sentinel 2 de 7 fechas (Figura 5-2), disminuyen las métricas 

de exactitud, pero se ajusta mas a la realidad. Sin embargo, por la alta presencia de nubes, hace 

falta información que disminuye la precisión en papa, principalmente con el algoritmo MVS 

(63.5% precisión y 67% recall). Esto indica que, se debe tener cuidado con la interpretación y se 

debe realizar un análisis más profundo al comparar los resultados simulados con el algoritmo 

versus los reales. Por esta razón, para las imágenes ópticas en la zona de estudio (con alta 

nubosidad la mayor parte del año) y para el cultivo de papa, se recomienda usar imágenes con una 

cobertura libre de nubes mayor al 40%. Las imágenes con menor cobertura de nubes (< 20%) 

corresponden a enero y principios de febrero y junio. En esta época, disminuye la presencia de 

cultivos de papa en estado vegetativo, floración y madurez y, además, se puede encontrar mayor 

presencia de lotes desnudos en pre siembra o en emergencia. Incluir estas imágenes en la selección 

multitemporal de Sentinel 2, genera ruidos con lotes que tienen el suelo desnudo y no se tiene 

certeza si se acaban de sembrar o se acaban de cosechar. 

 

 

Figura 5-2. Imágenes multitemporales Sentinel 2 con el clasificador de BA. a) imagen multitemporal de 7 

fechas, b) imagen multitemporal de 10 fechas. 

 

Con respecto a las bandas y su importancia en la clasificación, a pesar de que los valores de 

importancia son bajos (menor al 15%), se destacan las bandas B8, B11 y B12. Según Ashourloo et 

al. (2020), el cultivo de papa presenta valores altos en el pico vegetativo en la banda 8 (NIR) y 

banda 4 (rojo), los cuales disminuyen en la época de cosecha. Estas bandas les permitió discriminar 

la papa de otros cultivos. Las bandas 11 (SWIR1) y 12 (SWIR 2), son sensibles al contenido de 

humedad del suelo y vegetación, lo cual es clave en la etapa de madurez y cosecha del cultivo de 

papa, ya que disminuye el contenido de agua y la planta entra en una etapa de senescencia. 

Revathy et al (2023), clasificó papa usando series multitemporales de Sentinel 2, encontrando las 
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bandas NIR y SWIR como optimas para diferenciar papa de otros cultivos y la precisión de la 

clasificación fue de 86%. Para la imagen de 7 fechas, se obtuvo una precisión de 63.5% con MVS, 

por debajo de la obtenida en el estudio de Revathy et al (2023), pero 92.1 con BA, mejorando esta 

métrica con respecto al mismo estudio. Para lo encontrado en la fusión se mantuvo la misma 

tendencia, mejor para BA que MVS. 

 

Para la clasificación con el algoritmo MVS se presenta menor valor de precisión (63%) y recall 

(67%) para la clase papa en la imagen de 7 fechas que con el algoritmo BA (92 y 91%, 

respectivamente). Zheng et al. (2015), obtuvieron 80% de precisión para el cultivo de papa con el 

algoritmo MVS y mencionan que la selección de conjuntos de entrenamiento mediante muestreo 

aleatorio funciona bien cuando se cuenta con gran cantidad de datos pero no es optimo cuando hay 

clases con pocas muestras de entrenamiento y validación. Con respecto a esto, es posible que, en el 

presente estudio, en el que se hizo muestreo aleatorio, exista un desbalance en la muestra para las 

clases seleccionadas para MVS. Además, es posible que la clase papa tenga pocas muestras de 

entrenamiento y validación en comparación con las demás clases. 

 

5.2. Uso de índices espectrales en la clasificación de 

imágenes  

 

Los cultivos presentan diferencias en rangos específicos del espectro, que algunas veces son 

difíciles de percibir. Para amplificar dichas diferencias, se recurre a los índices espectrales, en este 

caso, de vegetación. La selección del índice adecuado depende de las características del cultivo. El 

NDVI puede ser insuficiente en los cultivos de papa, ya que en la última etapa del cultivo la planta 

es senescente, generando ruido en la clasificación, aumentando la confusión. Debido a esto, se 

incluyó el índice NDSVI, que resalta la etapa de senescencia en la madurez del cultivo y el índice 

MCARI, que reduce los efectos del suelo cuando están en etapas de siembra y emergencia y es 

sensible al área foliar (He et al., 2021).  

 

Zhang et al. (2020) precisan que, un índice puede no presentar la característica espectral óptima 

para diferenciar un cultivo de otros, y puede que un solo índice no pueda diferenciar bien las etapas 

fenológicas dentro de las condiciones climáticas y de desarrollo del cultivo. En el presente estudio, 

al comparar imágenes temporales sin y con los índices NDVI, NDSVI y MCARI en una sola 

imagen, la clasificación se mantiene prácticamente igual con BA (exactitud global 96.7% Sentinel 
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2 sin índices y 96.9% Sentinel 2 con índices) y disminuye un 2% con MVS (exactitud global 

90.8% Sentinel 2 sin índices y 88.4% Sentinel 2 con índices). En la figura (Figura 5-3) se 

observan diferencias marcadas entre BA y MVS, y también se ve reflejado en los valores de F1, 

donde es menor el valor para las clases urbano (91% BA, 78% MVS), papa (92% BA, 55% MVS) 

y pastos (97% BA, 83% MVS) en la clasificación con MVS con respecto a lo encontrado en BA.  

 

Figura 5-3. Imágenes multitemporales Sentinel 2 de 7 fechas más índices de vegetación. a) clasificación por 

MVS, b) clasificación por BA. 

 

5.3. Fusión de imágenes para mejorar la identificación de 

cultivos de papa 

 

Fusionar las imágenes Sentinel 1, Sentinel 2 y Sentinel 2 más índices espectrales de vegetación, 

por ACP, permitió formar una nueva imagen que comprime la información importante en los 

primeros componentes, conservando los atributos relevantes (Adrian et al., 2021). Esto permitió 

mejorar la clasificación a partir de los algoritmos BA y MVS, ya que el método por ACP ha 

demostrado ser útil en diferentes campos de investigación (Karim et al., 2023). Al clasificar el 

cultivo y fusionar las imágenes con ACP, el área obtenida corresponde a 13.764 ha por BA y 

13.202 ha por MVS para el primer semestre del 2022. Estos valores son lógicos y coherentes con la 

realidad si se tiene en cuenta que: 1) para los nueve municipios que comprende el área de estudio, 

se sembraron 27.593 ha en papa en 2021 (Agronet, 2021), correspondiente a aproximadamente 

13.796 ha por semestre; 2) el cálculo se realizó para un semestre y 3) cinco de los municipios no 

tienen el área 100% cubierta en la imagen seleccionada. Cabe aclarar que, al redactar este 

documento no se contaba con información oficial de áreas de siembra para el 2022. 
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En la Tabla 5.1 se observa que la clasificación de papa con el algoritmo MVS tuvo el mejor 

resultado de F1 en la fusión, comparado con las demás imágenes. BA tiene valores similares en las 

clasificaciones realilzadas con Sentinel 2, Sentinel 2 incluyendo índices espectrales de vegetación 

y la fusión. Además, son superioes a los encontrados con MVS. Zhang et al. (2020), encontraron 

algo similar al clasificar varios cultivos con BA y MVS, donde concluyen que BA logró una mayor 

exactitud de clasificación con respecto a MVS. 

 

Tabla 5-1. Comparación de métricas de exactitud para BA y MVS, de las imagenes multitemporales 

seleccionadas para la fusión por ACP. 

Algoritmo BA MVS 

Imagen 

F1 

papa 
Kappa Exactitud 

global 

F1 

papa 
Kappa Exactitud 

global 

Sentinel 1 - 11 fechas 75.7 84.5 88.7 66.5 79.3 84.9 

Sentinel 2 - 7 fechas 91.9 95.6 96.7 65.2 87.5 90.8 

Sentinel 2 - 7 fechas + indices espectrales 92.3 95.7 96.9 55.0 84.2 88.4 

Fusión ACP 89.5 94.6 96.0 73.8 85.9 89.6 

 

En la Tabla 5-1 se encontraron valores más altos de métricas de exactitud con BA comparado con 

lo encontrado en MVS. Sin embargo, en la Tabla 5-2 se puede observar que las áreas halladas por 

el algoritmo MVS son consistentes en las imágenes seleccionadas para las clases de agua, bosque, 

papa y pastos. Para suelo desnudo y urbano hay mayor variación. El agua puede presentar menor 

área en las imágenes Sentinel 2 con BA porque su reflectancia varia dependiendo de la calidad de 

agua o por el reflejo de las nubes, lo que puede influir en la clasificación.  

  

Tabla 5-2. Comparación de áreas halladas en cada clase para BA y MVS, de las imagenes multitemporales 

seleccionadas para la fusión por ACP. 

BA Agua Bosque Papa Pastos Suelo_des Urbano 

Sentinel 1 - 11 fechas 1,058 44,057 11,067 41,119 228 1,994 

Sentinel 2 - 7 fechas 657 44,461 13,506 35,402 408 5,089 

Sentinel 2 - 7 fechas + índices espectrales 516 43,583 12,845 36,601 361 5,616 

Fusión ACP 1,145 45,999 13,764 34,014 595 4,071 

MVS Agua Bosque Papa Pastos Suelo_des Urbano 

Sentinel 1 - 11 fechas 1,421 43,531 14,063 38,088 681 1,738 

Sentinel 2 - 7 fechas 1,334 44,278 13,594 28,115 6,234 5,968 

Sentinel 2 - 7 fechas + índices espectrales 1,338 41,955 11,028 28,855 3,850 12,496 

Fusión ACP 1,443 43,207 13,202 37,437 2,072 2,226 

 

Para la fusión de imágenes, al separar la papa en dos etapas fenológicas, se pierde exactitud, 

principalmente en la clase papa_2 (incluye cultivos de papa en etapas de presiembra, siembra, 
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emergencia e inicio de vegetativo). Esto se debe a que se cuenta con una menor cantidad de lotes 

de referencia y se pueden confundir los estadíos iniciales con pastos o bosque, aumentando el área 

en las clases bosque, pastos y suelo desnudo (Tabla 2-1). Mansaray et al. (2021) encontró algo 

similar, donde la exactitud de una clase fue menor que otra, debido al pequeño tamaño y 

fragmentación de los lotes de cultivo, lo que aumenta el error. Sin embargo, los valores de 

exactitud para una sola clase de papa son significativos con BA (precisión 90.4% y recall 88.7%) y 

un poco mas bajos con MVS (precisión 71.9% y recall 75.8%), permitiendo tener información 

valiosa sobre la cantidad de papa según su estacionalidad semestral de siembra.  

 

Van Tricht et al. (2018) usaron imágenes Sentinel 1 y 2 para mapear diferentes cultivos en Belgica, 

incluyendo papa. Ellos encontraron que la exactitud global mejoró al integrar los dos tipos de 

imágenes para la clasificación (82%), que usando Sentinel 1 multitemporal (76%) o Sentinel 2 

multitemporal (78%) de forma individual. También mencionan que, para el cultivo de papa durante 

la temporada final de invierno se presentó una exactitud de usuario de 40%. Esta fue menor para 

papa que para otros cultivos, como los cereales de invierno, los cuales obtuvieron 96%. Esto 

demuestra que la precisión de la clasificación dentro de la temporada para un ciclo productivo 

depende fuertemente de las etapas fenológicas. Por esta razón, es mas exacto identificar cultivos 

que tienen representado su ciclo completo dentro de la multitemporalidad de las imágenes, que 

cuando solo se encuentra representada en las imágenes una parte o etapa fenológica de su ciclo.  

 

5.4 Respuesta a las preguntas de investigación 

5.4.1 ¿Cuáles son las variables de las imágenes Sentinel 1 y Sentinel 2 que mejoran la 

identificación y caracterización de cultivos de papa? 

 

Las variables a las que hace referencia esta pregunta de investigación son: polarización VV y VH 

de imágenes Sentinel 1, modelo digital de elevación, las bandas B2 (azul), B3 (verde), B4 (roja), 

B5 (rojo), B6 (ultrarojo), B7 (rojo lejano), B8 (infrarrojo cercano), B8A (infrarrojo cercano dos), 

B11 (onda corta infrarrojo), B12 (onda corta infrarrojo dos) y los índices espectrales de vegetación 

Índice de vegetación de diferencia normalizada (NDVI), Índice de vegetación senescente 

diferencial normalizado (NDSVI) y el Índice de relación de absorción de clorofila modificado 

(MCARI). 
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Al evaluar la importancia y el aporte de cada una de estas variables en la identificación de cultivos 

de papa, se encontró que, para las imágenes Sentinel 1 se destacó la banda VH del 14 de marzo con 

un aporte de 12.6% para BA y la banda VH del 12 de julio con un aporte de 5.2% para MVS. Para 

Sentinel 2, las variables: B8, B11 y B12, fueron las que mas aportaron. Sin embargo, no 

presentaron valores altos, pues se encontraban entre 3 y 8% de aporte. De las imágenes con índices 

espectrales, las variables NDSVI y B11 presentaron el mayor aporte (entre 5 y 8% para BA y 2% 

para MVS). Los valores encontrados no presentan rangos diferenciales, lo que indica que todas las 

bandas de alguna manera aportan a la clasificación y no hay razones de peso para obviar alguna de 

las bandas en la clasificación. 

5.4.2 ¿Cuánto mejora la evaluación de exactitud al fusionar imágenes Sentinel 1 y 

Sentinel 2 con clasificadores de uso común como BA y MVS? 

 

Con respecto a Sentinel 1, la evaluación de exactitud mejoró con la Fusión para la clase papa en un 

13.8% con BA y 7.3% con MVS para la métrica de F1. Con respecto a la clasificación con 

imágenes Sentinel 2, los valores de F1 para papa son 8.6% mayor en la fusión con MVS, mientras 

qué, para BA, es 2.4% menor. Y, finalmente, para la imagen de Sentinel 2 incluyendo índices de 

vegetación, los valores de F1 para papa son 18.8% mayor en la fusión con MVS y 2.8% menor con 

BA. Aunque Sentinel 2 tuvo un comportamiento similar a Sentinel 2 incluyendo índices 

espectrales de vegetación, la distribución de las áreas se asemeja a lo encontrado en campo y las 

áreas de papa no se alejan tanto de lo encontrado en la fusión (Tablas 4-8 y 4-11). A pesar de que 

en la clasificación con MVS y BA la diferencia no es considerable entre Sentinel 2 y la fusión, la 

distribución y definición de las áreas es más clara en la clasificación por fusión con ACP.  

5.4.3 ¿Cuál es el procedimiento que permite identificar cultivos de papa a partir de 

imágenes Sentinel 1 y 2? 

 

El procedimiento incluye el preprocesamiento de las imágenes Sentinel 1, Sentinel 2, calcular 

índices espectrales de vegetación a imagen Sentinel 2, realizar análisis de componentes 

principales a los tres grupos de imágenes multitemporales, para finalmente formar una imagen 

multitemporal con los primeros componentes de cada imagen que cubran mínimo el 80% de 

variabilidad. Luego se hace la clasificación por BA y MVS, aplicando las métricas de exactitud 

y hallando las áreas para cada una de las clases. El protocolo se describe de forma detallada en 

el apartado 4.6 del capitulo 4. Resultados. 
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5.4.4 Pregunta general de investigación: ¿Cuál es la contribución de fusionar imágenes 

multitemporales Sentinel 1 y Sentinel 2 para optimizar la identificación de cultivos de 

papa? 

 

La contribución de la fusión de imágenes multitemporales de radar y ópticas para identificar 

cultivos de papa se da de la siguiente manera: con respecto a la imagen Sentinel 1, mejora la 

métrica F1 con la fusión, pasando de 75.7 a 89.5% con BA y de 66.5 a 73.8% con MVS. 

Contribuyendo con un aumento de la exactitud de 14 y 7% para BA y MVS, respectivamente. 

Comparando la imagen Sentinel 2 con la fusión, F1 pasó de 91.9 a 89.5 para BA y de 65.2 a 73.8 

para MVS. Esto indica que, con BA la exactitud disminuyó en 2%, mientras que con MVS 

aumentó 9%. Comparando la imagen Sentinel 2 más índices espectrales de vegetación con la 

fusión, F1 pasó de 92.3 a 89.5% con BA y de 55.0 a 73.8% para MVS. Esto indica que, con BA la 

exactitud disminuyó en 3%, mientras que con MVS aumentó 19% (Tabla 5-1).  

 

Cuando se comparan los resultados de las áreas cultivadas en papa de las imágenes Sentinel 1 

versus Sentinel 2 más índices espectrales de vegetación, se aprecian diferencias marcadas entre BA 

y MVS, con valores entre 1817 y 2996 ha (Tabla 5-2). Cuando se realiza la fusión, esas 

diferencias disminuyen a 562 ha entre los dos algoritmos. Esto sugiere que, fusionar las imágenes 

contribuye al aumento de la exactitud de la medición en ambos algoritmos para la clasificación de 

papa. 

 

5.5 Ventajas y limitaciones de la metodología desarrollada 

5.5.1 Ventajas 
 

• La fusión de imágenes mejora las métricas de exactitud, principalmente con el algoritmo 

MVS. Así mismo, permite definir mejor las clases y ajustar las áreas clasificadas en las 

imágenes Sentinel 1 y 2 con respecto a la clasificación de manera individual. 

• La fusión de imágenes aumenta la coherencia entre los valores de las métricas de exactitud 

y la información real, en campo. 

• Contar con un flujo de trabajo para el preprocesamiento de las imágenes Sentinel 1 y 2, 

que permite mantener la información sin distorsionar la clasificación. 



74 Metodología para identificar y caracterizar áreas sembradas en papa en el departamento de Cundinamarca a partir de la 

integración de imágenes ópticas y de radar 

 
• Poder integrar los dos tipos de imágenes, ópticas y de radar, para las condiciones 

climáticas y topograficas de la zona, donde la mayor parte del ciclo de cultivo esta cubierto 

por nubes y se establece en zonas de montaña. 

• La clasificación se logró a partir de muestras pequeñas, es decir menos de 50 lotes que no 

tenían mas de 5 ha, favoreciendo la clasificación, en casos donde no se cuenta con los 

recursos para hacer muestreos mas grandes. 

• El método de fusión por análisis de componentes principales facilitó la compresión de 

grandes cantidades de datos, asegurando el uso de los mas relevantes para la clasificación.  

• Esta metodología permitió trabajar con imágenes satelitales que son gratuitas y de fácil 

acceso para la comunidad en general. Adicionalmente, se trabajó con softaware libre. 

5.5.2 Desventajas 
 

• No siempre las métricas de exactitud reflejan una buena clasificación. En el caso de 

Sentinel 2 con BA se obtuvieron resultados de exactitud por encima del 90%, pero las 

áreas halladas no son coherentes con lo que se presenta en la realidad. Aunque no se tiene 

claridad de las razones por las cuales se presenta esto, de acuerdo con lo encontrado en la 

literatura, puede existir un desbalance de clases (Govindaraju et al., 2023), donde se evalúa 

al modelo por el desempeño de las clases mas grandes, pero puede clasificar mal las clases 

mas pequeñas, que para este caso son papa, suelo desnudo y urbano.  

• No se pudo reducir el número de bandas de las imágenes, principalmente de las ópticas 

Sentinel 2, ya que tenían un valor de importancia menor a 8%, esto influye en los tiempos 

y la capacidad computacional, pues se debe seguir trabajando con grandes cantidades de 

información (71 bandas). 

• Al incluir varias de las bandas en las dos imágenes Sentinel 2 sin y con índices espectrales, 

pudo influir en que no se presentaran mayores diferencias en las métricas de exactitud 

globales. En futuros trabajos, se recomienda incluir solo las bandas de los índices 

espectrales y tal vez incluir otros índices que discriminen mejor otros atributos.  

• Al realizar la fusión por análisis de componentes principales se puede presentar una 

distorsión del color por los resultados fusionados. 

• Al trabajar con software libre, como R project, en algunas ocasiones las librerías no se 

actualizan, retrasando el proceso hasta que se desarrolle un nuevo paquete que ejecute las 

mismas tareas. 
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5.6 Aportes al conocimiento en geomática 

 

• Implementa un flujo de trabajo de preprocesamiento de imágenes Sentinel 1 y 2 que 

permite realizar clasificación de cultivos de papa en zonas de montaña con pendientes 

pronunciadas (disminuyendo el efecto escorzo) y donde hay presencia de nube la mayor 

parte del año (durante todo el ciclo del cultivo de papa). 

• Evalua un método de integración de imagenes de radar y ópticas, que mejora las métricas 

de exactitud, permite definir mejor las clases y hallar el área que representa cada clase. 

• Elabora un protocolo de integración de imágenes radar y ópticas que sirve como base para 

identificar cultivos de papa. 
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Conclusiones 

 

En este trabajo de investigación, se desarrolló una metodología que pretende mejorar el proceso de 

identificación de cultivos de papa en zonas de montaña con alta presencia de nubes a partir de 

imágenes de radar Sentinel 1 y ópticas Sentinel 2. Para esto, se propuso la fusión de estos dos tipos 

de imágenes multitemporales, clasificando la papa con dos algoritmos: Máquinas de vector de 

soporte (MVS) y Bosques aleatorios (BA). Al comparar la imágen multitemporal de radar versus la 

fusión, la evaluación de exactitud global aumentó con la fusión en 4.7% para MVS y 7.3% para 

BA. Con respecto a lo encontrado con las imagenes multitemporales de imágenes ópticas sin 

incluir e incluyendo índices espectrales, no se encuentra diferencia en la exactitud global de BA 

con respecto a la fusión. No obstante, para MVS se aprecia que, con la fusión la exactitud global 

aumentó en 1.2% con índices espectrales de vegetación y disminuyó 1.2% sin estos índices. La 

fusión de imágenes permitió disminuir la diferencia de área en la clase papa entre algoritmos. Al 

final, la diferencia entre BA y MVS con la fusión fue de 562 ha. Visualmente, la distribución de las 

áreas es mas definida con la fusión que con la imagen óptica sin fusionar. La fusión permitió que 

se definieran mejor las clases, homogenizar las áreas y mejorar la clasificación del cultivo papa. 

 

En las imágenes ópticas, las bandas que más aportaron fueron B8, B11 y B12 junto con el índice 

NDSVI, destacadas por ser sensibles a la cantidad de humedad presente en el suelo y la vegetación. 

Para la fusión, las variables que mas aportaron fueron los seis componentes principales de la 

imagen Sentinel 1 con valores entre el 8 y 12%.  

 

Con los resultados hallados en esta investigación, se presenta un protocolo en el que se define la 

importancia de usar todas las imágenes disponibles de Sentinel 1 para el periodo en estudio, las 

imágenes Sentinel 2 con presencia de nubes hasta del 60% e imágenes sin presencia de nubes que 

no correspondan a épocas en la que hay menor presencia de cultivos de papa. Los flujos de trabajo 

propuestos en el protocolo para el preprocesamiento de las imágenes Sentinel 1 y 2, permiten 

trabajar en zonas de montaña, con pendientes pronunciadas y alta presencia de nubes. Aún se 

pueden explorar otras técnicas que mejoren o complementen la metodología desarrollada en este 

estudio. La investigación realizada es de gran importancia para la cadena productiva de la papa ya 

que así se podrán prever y/o evitar sobreofertas del producto. 
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