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Resumen

En el area actuarial, la estimacion de las pérdidas en seguros generales se ha basado princi-
palmente en la consideracién de modelos estadisticos independientes para las variables pago
por reclamaciones y nimero de reclamaciones. Sin embargo, el supuesto de independencia
entre estas variables puede crear sesgo en la estimacion de la pérdida total. En este trabajo
se utiliza un modelo de cépula mixta para el modelamiento conjunto del monto de los pa-
gos y el namero de reclamaciones. Para la regresion marginal del pago por reclamaciones se
propone la utilizacién de modelos de la familia de los modelos aditivos generalizados de lo-
calizacion escala y forma, GAMLSS, por su nombre en inglés, es decir, Generalized Additive
Models of Location Scale and Shape. Los modelos lineales generalizados (GLM) clasicos son
casos particulares de esta familia, y eran hasta antes del desarrollo de este trabajo los tinicos
utilizados en el tipo de modelos conjuntos estudiados en esta tesis. En particular, en esta
tesis se utilizaron los modelos Gamma, Weibull y Lognormal. El modelo Lognormal no tuvo
un buen ajuste de los datos en este problema y fue finalmente descartado. Para la regresion
marginal para el nimero de reclamaciones se utilizé un modelo de Poisson truncado en cero,
como ha sido usual en la literatura especializada actual. Adicionalmente, en el trabajo se
utilizaron tres de las copulas mas conocidas: Gaussiana, Frank y Clayton. Para el proceso de
estimacion se combinaron procedimientos frecuentistas y Bayesianos. La estimacion maxi-
mo verosimil de los pardmetros de los modelos conjuntos propuestos fue hecha utilizando el
algoritmo de optimizacién BFGS, el cual es un algoritmo de tipo quasi-Newton. Los procedi-
mientos Bayesianos fueron implementados mediante un algoritmo Metropolis-Hastings con
distribucion propositiva independiente. La distribucién propositiva se construyo6 con base en
los resultados de la estimaciéon méximo verosimil y en una aproximacién Laplaciana de la
distribucion posterior de los modelos de cépula mixta propuestos.

Palabras clave: modelos de dependencia cépula, modelos generales de regresion, pérdida
total de un portafolio, métodos de optimizacién, BFGS, estimaciéon Bayesiana.



Abstract

In actuary, loss estimation in non-life insurance has been based mainly on the considering
statistical independent models for the statistical variables claim size and number of claims.
However, the assumption of independence between these variables can lead to bias in loss
estimation. In this work, we use a mixed copula for the joint modelling of the claim sizes
and the number of claims. For the marginal regression of the claim sizes we propose using
the family of the generalized additive models of location scale and shape (GAMLSS). The
classical generalized linear models (GLM) are included in this family. Before this work, only
members of the GLM were used in the kind of joint models studied in this thesis. Particu-
larly, in this thesis we used Gamma, Weibull and Lognormal models. Lognormal model did
not fit well the data in this problem and it was finally discarded. The marginal regression of
the number of claims was done using a zero truncated Poisson model as usual in the current
literature in this area. Additionally in this work, we have used three of the more known co-
pulas: Gaussian, Frank and Clayton. In the estimation process we combined frequentist and
Bayesian procedures. The maximum likelihood estimation of the parameters of the proposed
joint models was done using the BFGS algorithm, which is a quasi-Newton algorithm for op-
timization. The Bayesian procedures were implemented in a Metropolis-Hastings algorithm
with independent proposal distribution. The proposal distribution was based on the results
of the likelihood estimation and a Laplacian approximation of the posterior distribution of
the proposed mixed copula models.

Keywords: dependence modelling copula, general regression models, total loss in a portafo-
lio, optimization methods, BFGS, Bayesian estimation.
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1. Introduccion

El modelamiento y la prediccién de la pérdida total de un portafolio de seguros es uno
de los temas centrales en diferentes topicos actuariales como son el cédlculo de reservas,
tarifacion y el manejo del riesgo. En el proceso de tarifacién en seguros generales, la predicciéon
de la pérdida total se basa esencialmente en el modelamiento separado del pago promedio
por reclamaciones y el nimero de reclamaciones. En esta tesis se trata el problema del
modelamiento conjunto de esas variables, desde la perspectiva estadistica.

Diferentes metodologias estadisticas para el modelamiento de estas dos variables se han in-
vestigado y desarrollado hasta la actualidad; la primera empieza con la teoria de modelos
compuestos de Lundberg (1903), donde se asume independencia entre el pago promedio por
reclamaciones (llamado también coste medio 6 severidad) y el nimero de reclamaciones.
Lundberg define desde entonces la pérdida como el producto de estas dos cantidades. Més
adelante, Renshaw (1994) presenta los modelos lineales generalizados como una herramienta
potencial para el modelamiento de la frecuencia y la severidad en la presencia de covariables.
Al tiempo Jgrgensen & Paes De Souza (1994) presentan el modelo Poisson compuesto Twee-
die para el modelamiento del costo total por unidad de exposicién al riesgo, donde el costo
individual por reclamaciones y el nimero de reclamaciones se distribuyen Gamma y Poisson
respectivamente. Posteriormente, Smyth & Jorgensen (2002) extienden el modelo anterior
dentro del marco de modelos doblemente generalizados, al modelar tanto la dispersion como
la media del costo por reclamaciones. Para una revision y discusién de varias aplicaciones
de los modelos lineales generalizados en el area actuarial, puede consultarse por ejemplo
Haberman & Renshaw (1996).

Modelos més recientes como el de GschloBl & Czado (2007) relajan un poco el supuesto de
independencia al modelar el pago promedio por reclamaciones condicionado en el nimero
de reclamaciones. En ese trabajo se muestra que el nimero de reclamaciones tiene un efecto
significativo en el pago por reclamaciones y que ademaés incorporar efectos espaciales mejoran
las predicciones de la pérdida total.

Con el propésito de introducir un tipo de dependencia mas general Kastenmeier (2008) y
Czado, Kastenmeier, Brechmann & Min (2012) construyen un modelo de regresién conjunto
para el nimero de reclamaciones y el pago por reclamaciones, teniendo en cuenta la posible
dependencia entre éstas; especificamente enlazan un modelo lineal generalizado Gamma para
el costo promedio por reclamaciones y un modelo Poisson truncado en cero para el niimero
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de reclamaciones mediante una cépula Gaussiana bivariada para datos mixtos (discretos y
continuos). Esa investigacién fue inspirada en los trabajos de Song (2000), Song (2007) y
Song, Li & Yuan (2009). En el primer trabajo, el autor presenté una clase de modelos de
dispersién multivariados generados de una copula Gaussiana multivariada como una exten-
sién multivariada de los modelos de dispersion de Jorgensen (1987). La construccién de estos
modelos se fundament6 en modelos de dispersién univariados (por ejemplo Poisson, Normal,
Gamma) enlazados mediante una cépula Gaussiana. Aqui se destaca la potencial utilidad del
uso de cépulas para el andlisis de datos no normales correlacionados en una forma analoga
a aquellos con distribuciéon normal multivariada.

En los siguientes dos trabajos, los autores presentaron una metodologia para unificar el uso
de los modelos lineales generalizados dentro del andlisis de regresién conjunta para datos
continuos, discretos y mixtos correlacionados utilizando copulas Gaussianas. Los autores re-
saltan algunas ventajas de estos modelos, como son ser marginalmente cerrados, es decir que
las distribuciones marginales estan dentro de la misma clase del modelo multivariado y tener
una representacién marginal que permite estimar los coeficientes de regresion separadamente.

Para la estimacién de los pardmetros Kastenmeier (2008) y Czado et al. (2012) adaptaron el
algoritmo de maximizacién por partes introducido inicialmente por Song, Fan & Kalbfleisch
(2005). A pesar de que en la investigacién de Czado et al. (2012) mostraron este algoritmo
como una herramienta ventajosa al omitir el cdlculo de segundas derivadas y que por otro
lado, su estudio de simulacién arrojé buenos resultados en gran parte de los diferentes esce-
narios de simulacion propuestos alli, algunas desventajas también fueron encontradas en el
transcurso de su investigacion.

En el trabajo de Krédmer, Brechmann, Silvestrini & Czado (2013) se presenta la formulacién
de la distribucion general de la pérdida total a partir de la copula mixta desarrollada en Czado
et al. (2012) y extienden el problema a la familia de cépulas Arquimedianas. En este estudio
los autores muestran teéricamente que la pérdida total es subestimada cuando se asume
independencia entre el pago promedio por reclamaciones y el nimero de reclamaciones.
Para las estimaciones de los pardmetros aplicaron y compararon el método de inferencia
para marginales conocido como IFM (Inference for margins) y el algoritmo BFGS (Broyden-
Fletcher-Goldfarb-Shanno). Los autores encontraron el desempeno de ambas metodologias
muy similar.

Esta tesis se inspird en los resultados recientes de Czado, Kastenmeier y asociados, todos
publicados entre 2007 y 2014. Luego de la revision de la literatura mas reciente en el érea,
se encontré que hasta la fecha de inicio de esta tesis, los modelos de regresion en seguros
generales que consideran conjuntamente como variables observadas a las variables pago por
reclamaciones y nimero de reclamaciones, han considerado como distribuciones marginales
de las variables a la distribucién Gamma para el pago por reclamaciones y a la distribucién
Poisson truncada en cero para el nimero de reclamaciones. Para el modelamiento de la



asociacion entre las variables los autores usaron inicialmente la cépula Gaussiana pero en
la actualidad han usado otras clases de cépulas clasicas de la familia Arquimediana: Frank,
Gumbel, Clayton.

De acuerdo con lo descrito por los autores, los modelos ajustan a los datos adecuadamente
usando las marginales Gamma y Poisson truncada en cero y las copulas Gaussiana y Clayton.
No obstante lo anterior, en los trabajos revisados no aparecen reportes de pruebas de bondad
de ajuste de los modelos estudiados. Por otro lado, llama la atencién el hecho que en esos
trabajos, ver por ejemplo, Kastenmeier (2008), la estimacién de la pérdida total del portafolio
resulta subestimada con el uso de éstas marginales. Adicionalmente, Krédmer et al. (2013),
utilizaron la copula Clayton y encontraron que el intervalo construido con base en la pérdida
total estimada mas o menos la desviacion estandar no incluyo la pérdida total verdadera.
En ese trabajo, las copulas Gaussiana, Gumbel y Frank fueron descartadas segin el test de
Vuong.

Puede haber distintas razones por las cuales la pérdida total resulte sub o sobreestimada.
La primera y seguro mas importante es la gran variabilidad del monto de los pagos para
diferentes valores en el nimero de reclamaciones dentro de grupos de pélizas con las mismas
caracteristicas. Esto se evidencia claramente en los datos reales utilizados en este trabajo.
Una segunda razon puede ser el poder predictivo de los modelos. Si bien los modelos pueden
ser globalmente adecuados a los datos, de acuerdo con pruebas de bondad de ajuste globales,
la presencia de tanta variabilidad dentro de los grupos de poélizas implica que muchos valores
de pagos y nimero de reclamaciones no sean predichos bien individualmente.

Con estas consideraciones se planteé la siguiente pregunta de investigacion:

¢ Es posible conseguir modelos de regresion conjunta para modelar los montos de los pagos y
el numero de reclamaciones que ajusten bien a los datos, pero que ademds permitan hacer
predicciones de la pérdida mds conservadoras y precisas que las reportadas con los modelos
Gamma- Poisson truncada en cero con una copula Gaussiana?

Varias posibilidades no disponibles en la literatura actual pueden intentarse para responder
la pregunta. En primer lugar, es posible utilizar distribuciones marginales diferentes para
las variables observadas. En este trabajo se prob6 con distribuciones de la familia GAMLSS,
que es una familia de distribuciones mas general que la familia exponencial. Esta familia
fue propuesta por Rigby & Stasinopoulos (2005), y las distribuciones de la familia exponen-
cial que definen a los modelos lineales generalizados resultan siendo casos particulares. En
particular, se usaron los modelos Weibull, Lognormal y Gamma.

Aqui fue necesario hacer las verificaciones de que tales modelos podian utilizarse debido a que
tienen supuestos distintos a los de la familia exponencial. Por ejemplo, no hay garantia de la
concavidad de log verosimilitud, como bien han apuntado Rigby & Stasinopoulos (2005). El
problema abordado en esta tesis fue mas complejo que el de los modelos GAMLSS debido al
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modelamiento conjunto de una variable continua y una discreta, haciendo uso de la copula.

Para mejorar las inferencias acerca de los parametros del modelo de regresion copula mixta,
los cuales tienen impacto en la prediccion de la pérdida total, se propuso un muestreador de
tipo Metrépolis-Hastings basado en una aproximaciéon Laplaciana de la distribucion posterior
del modelo. Para la construccion de éste fue necesaria la estimacién méaximo verosimil como
un paso inicial, la cual fue obtenida con el método de optimizaciéon BFGS.

Aqui fue necesario escribir los procedimientos completos previos al procedimiento de optimi-
zacion BFGS, el cual es comin a todos los casos, y disponible en el paquete optimz de R. Los
procedimientos bayesianos también fueron completamente escritos para todos los casos. El
procedimiento de optimizacién marginal para el modelo Gamma se tomé del paquete glm, el
procedimiento marginal para los modelos Weibull y Lognormal se tom¢6 del paquete gamlss
y el procedimiento marginal para el modelo Poisson truncado, se escribié totalmente, usan-
do para éste ultimo caso como valores iniciales los provenientes del modelo Poisson clasico
implementado en glm. En todo caso, todos estos procedimientos se usaron para obtener los
valores iniciales requeridos para los procedimientos de optimizacion desarrollados en esta
tesis. Adicionalmente, se implement6 un test de bondad de ajuste basado en medidas de
discrepancia y la densidad predictiva segin lo propuesto en Gelman, Carlin, Stern & Rubin
(2014) y Box (1980), el cual permite observar la bondad de ajuste global del modelo. Para
la seleccién entre modelos se usaron los criterios AIC (Akaike information criterion), BIC
(Bayesian information criterion) y DIC (deviance information criterion).

Al iniciar esta tesis no se habia publicado ninguna implementacion Bayesiana sobre el pro-
blema especifico, es decir, para el modelamiento conjunto del pago por reclamaciones y
el nimero de reclamaciones usando copulas. Recientemente, terminando la tesis aparecié
la publicacién de Baumgartner, Gruber & Czado (2015) sobre la estimaciéon bayesiana de
la pérdida total usando efectos aleatorios compartidos, inspirado en el trabajo de tesis de
Baumgartner (2013). En este trabajo de tesis se realizé una extensién de los trabajos an-
teriormente mencionados desde la perspectiva Bayesiana y compararon sus resultados con
los obtenidos con los modelos mixtos multivariados introduciendo efectos aleatorios com-
partidos. Para el modelo de regresiéon cépula mixta, Baumgartner (2013) propusieron un
algoritmo Metropolis-Hastings clésico con diferentes distribuciones a priori para los parame-
tros, es decir distribuciones Normales para los parametros de las regresiones marginales, una
distribucién Gamma para el parametro de dispersion y una distribucién Normal truncada
para el parametro de dependencia de la copula. En ese estudio de simulaciéon encontraron
buenos resultados en cuanto a las inferencias estadisticas respecto a los parametros y a la
prediccién de la pérdida total. En la aplicaciéon a datos reales, usaron la misma base de
datos que en el trabajo de Kastenmeier, Kramer y Czado, encontrando resultados similares
a los de Kramer et al. (2013). Aqui, ellos aplicaron el test de Vuong para la seleccién entre
copulas, donde no sélo no se decidié por alguna en particular sino que también la densidad
de la pérdida total y por tanto los intervalos de credibilidad, no tuvieron una cobertura de



la pérdida total observada en ninguno de los modelos con las diferentes clases de cépulas.

De acuerdo a lo anterior, debe resaltarse entonces que los procedimientos bayesianos desarro-
llados en esta tesis, para la estimacion conjunta usando copulas con marginales en la familia
de modelos GAMLSS para los pagos de reclamaciones y con marginal el modelo Poisson
truncado en cero para el nimero de reclamaciones no sélo son completamente nuevos, sino
que ademas mostraron mejores resultados, en cuanto a bondad de ajuste de los datos, poder
predictivo y mayor precisién en la prediccion de la pérdida total, con respecto a la literatura
existente.



2. Definiciones y Conceptos Basicos

2.1. Conceptos Asociados a Seguros

En esta seccién se realiza la descripcién de la terminologia usada en esta tesis y que soélo
concierne al andlisis actuarial, para un mayor detalle se puede consultar por ejemplo el diccio-
nario de seguros de la fundacién Mapfre, https://www.fundacionmapfre.org/wdiccionario/
general /diccionario-mapfre-seguros.shtml o el manual de tarifacién basica de Werner & Mod-
lin (2010). Lo que sigue en esta seccién fue tomado de esos documentos.

1. Siniestros y Reclamaciones.

Un siniestro es la manifestacion concreta de un riesgo cubierto por una poliza de seguros, que

1 es la solicitud que se le hace

produce danos hasta determinada cuantia. Una reclamacion
a la aseguradora tras la ocurrencia de un siniestro que se considera amparado en el contrato
de seguros. En este sentido se puede decir que la aseguradora ha recibido por ejemplo 5000

reclamos 6 reclamaciones.

2. Pérdida.

Una pérdida corresponde al monto que la aseguradora deben pagar por concepto de siniestros
bajo los términos de la péliza de seguros. Las perdidas en seguros se clasifican en: pérdidas
pagadas, casos de reserva, pérdida incurrida 6 reportada, reserva IBNR (Incurred but not
reported), IBNER (Incurred but not enough reported)) y pérdida definitiva 2.

Las pérdidas pagadas son aquellos montos que han sido pagados a los reclamantes. Cuando
un siniestro es reportado y se espera que el pago sea realizado a futuro, la aseguradora
establece un caso de reserva, el cual es una estimacién del monto de dinero requerido para
liquidar tal reclamacion. Los casos de reserva excluyen cualquier pago ya realizado. El monto
del caso de reserva es monitoreado y ajustado en cuanto los pagos son realizados y cuando
se obtiene alguna informacién adicional acerca del dano.

Las pérdidas reportadas o incurridas es la suma de las pérdidas pagadas y la reserva actual
(caso de reserva) para el siniestro en cuestion.

Pérdidas Reportadas = Pérdidas Pagadas + Caso de Reserva

lreclamo: éste término es usado en algunos paises de América Latina, es equivalente a reclamacién.
2En inglés, ultimate loss.
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La pérdida definitiva es el monto de dinero requerido para cerrar y liquidar a todos los sinies-
tros de un grupo definido de pdlizas. La suma agregada de las pérdidas reportadas para todas
las reclamaciones conocidas no siempre es igual a la pérdida definitiva. Primero, en algin
punto del tiempo, podrian haber siniestros no reportados, el monto estimado para liquidar
estos siniestros no reportados es la reserva incurrida pero no reportada (IBNR). Segundo,
la precision del caso de reserva en siniestros reportados depende de la informacién conocida
en el momento en que se realiza la reserva; consecuentemente, las pérdidas reportadas en
siniestros existentes podria cambiar en el tiempo y por tanto corresponderian a aquellos
casos de reserva incurrida pero no reportada suficientemente (IBNER). La reserva IBNER
es la diferencia entre la pérdida reportada agregada en el momento en que las pérdidas son
evaluadas y el monto agregado estimado para liquidar estos siniestros. Por tanto la pérdida
definitiva es la suma de las pérdidas reportadas, la reserva IBNR y la reserva IBNER.

Pérdida Definitiva Estimada= Pérdidas Reportadas + Reserva IBNR +Reserva IBNER

3. Expuestos.

Un expuesto es la unidad basica de riesgo que mide la exposicién a una pérdida. Existen
varios tipos de exposiciéon como son:

= Fxposicion emitida: corresponde a la exposicion total acordada en las pélizas expedidas.

= Fzrposicion devengada: representa la porcién de la exposicién emitida para la cual la
cobertura ya ha sido provista hasta cierto punto del tiempo. Es decir que es la razén
entre el nimero de dias que ha corrido el riesgo dentro del ano de estudio y los dias de
vigencia de la péliza. Por ejemplo, una pdliza expedida el 01/01/2015 con vigencia de
un ano, en la fecha 31/05/2015 ha alcanzado una exposicién de 151/365=0.414.

s Fzxposicion no devengada: representa la porcién de la exposicién emitida para la cual
la cobertura ain no ha sido provista desde cierto punto del tiempo.

4. Frecuencia.

La frecuencia es la tasa en la cual los siniestros ocurren, es medido como la razén entre el
nimero de siniestros y el nimero de expuestos. Por ejemplo si el niimero de siniestros es
100.000 y el ntiimero de expuestos ganados es de 2.000.000, entonces la frecuencia es el 5%
(100.000 / 2.000.000). Normalmente, el numerador es el niimero de siniestros reportados y el
denominador es el niimero de expuestos ganados. Como otras variaciones podrian ser usadas
dependiendo de los requerimientos de la compania, es importante documentar que tipo de
siniestros y exposiciones estan siendo usadas.

Frecuencia= Numero de Siniestros / Numero de Expuestos
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5. Severidad.

La severidad es el costo 6 pago promedio por reclamacion, es definido como la razon entre
las pérdidas totales y el niimero de siniestros. Si la pérdida total son 300.000.000 de pesos y el
nimero de siniestros es 100.000, entonces la severidad es de 3.000 pesos (300.000.000/100.000).
Los célculos de la severidad pueden variar; por ejemplo, la severidad pagada es calculada
usando pérdidas pagadas de siniestros cerrados dividido el nimero de siniestros cerrados
mientras que la severidad reportada es calculada usando pérdidas reportadas y siniestros
reportados.

Severidad= Pérdida Total / Numero de Siniestros

6. Prima

La prima es una aportacion econémica que ha de satisfacer el contratante o asegurado a la
entidad aseguradora en concepto de contraprestacion por la cobertura del riesgo que ésta le
ofrece.

Los elementos componentes de la prima son los siguientes:

» Prima Pura 6 Prima de Riesgo: es una medida de la pérdida promedio por exposicion,
es decir es el costo esperado de todas las reclamaciones que los asegurados generan
durante el periodo de cobertura. Bajo condiciones de regularidad, la prima pura es
calculada como el producto entre la frecuencia y severidad 6 la razon entre las pérdidas
totales y el nimero de expuestos.

Prima Pura= Frecuencia x Severidad= Pérdida Total/ Numero de Expuestos

= Prima Bruta o Comercial: es la prima pura mas recargos por gastos de administracion,
adquisicion, compensacion y redistribucion de riesgos.

= Prima Total: es la suma de la prima pura y la prima comercial mas otros gastos
accesorios 6 fiscales repercutibles en el asegurado.

En el proceso de tarifacion es importante tanto el andlisis de la distribucion de la frecuencia
como la distribucién de las pérdidas. A continuacion se describen diferentes metodologias
estadisticas para el modelamiento de las pérdidas y del niimero de reclamaciones.
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2.2. Modelamiento del Pago por Reclamaciones y del
Nidmero de Reclamaciones

2.2.1. Modelos de Probabilidad para las Pérdidas

En esta seccion se entiende por pérdida, el pago realizado por reclamaciones. Por lo gene-
ral, las distribuciones de pérdidas se caracterizan por ser positivas, asimétricas a derecha,
leptocurticas y multimodales. Las funciones de densidad usualmente propuestas para mo-
delar pérdidas han sido generalmente presentadas en dos grupos: aquellas que ajustan a
pérdidas pequenas y aquellas que ajustan a grandes pérdidas, Embrechts, Kliippelberg &
Mikosch (1997). En la literatura se han propuesto diferentes familias paramétricas de dis-
tribuciones de probabilidad para modelar las pérdidas tales como la familia exponencial, la
Beta transformada y la Gamma transformada. Son casos particulares de esta familias, las
distribuciones lognormal, Burr, loglogistica, Pareto generalizada, Weibull, Gamma, Weibull
inversa y Gamma inversa (ver por ejemplo Cummins, Dionne, McDonald & Pritchett (1990),
Klugman, Panjer & Willmot (2004), Frangos & Karlis (2004), Furman & Landsman (2010),
Guillen, Prieto & Sarabia (2011), entre otros). Otras extensiones como mixturas de distri-
buciones Erlang y estimadores kernel de la densidad Gamma han sido propuestas por Lee &
Lin (2010) y Jeon & Kim (2013) para el modelamiento de pérdidas con formas multimodales.

2.2.2. Modelos de Regresiéon para Pagos por Reclamacién y para el
Nuamero de Reclamaciones

El calculo de la prima pura de seguros generales, en particular el seguro de automévil, se
apoya en los modelos estadisticos que permiten incorporar toda la informacién disponible
acerca del riesgo, es decir caracteristicas observables del asegurado; es alli donde los modelos
de regresion ganan importancia en las decisiones actuariales. Los pagos por reclamaciones son
comunmente modelados dentro del marco de modelos lineales generalizados. En la literatura
sobre el tema se ha trabajado basicamente con los modelos Gamma, Lognormal y Tweedie,
mientras que para el nimero de reclamaciones los modelos mas usados son el Poisson y
Binomial negativa. Diferentes aplicaciones de éstos modelos en actuaria y finanzas pueden
ser encontrados en Jgrgensen & Paes De Souza (1994); Haberman & Renshaw (1996); Smyth
& Jorgensen (2002) y Charpentier (2014).

2.3. Modelos GAMLSS

Como una extensiéon de los MLG (Modelos Lineales Generalizados), los modelos GAMLSS,
Generalized Additive Models for Location, Scale and Shape, fueron introducidos por Rigby
& Stasinopoulos (2001) y Righy & Stasinopoulos (2005). En estos modelos més generales,
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la distribucién de la variable respuesta no tiene que pertenecer exclusivamente a la fami-
lia exponencial e incluye distribuciones continuas y discretas altamente sesgadas y con alta
curtosis, permitiendo no soélo al parametro de localizacién sino también a los parametros de
forma y escala ser modelados como funciones, ya sean lineales, no lineales 6 suavizadas de
las variables explicativas. En el caso continuo se encuentran gran parte de las distribucio-
nes pertenecientes a la familia Beta transformada y Gamma transformada. De este modo,
extender algunos modelos de probabilidad propuestos para el modelamiento de las pérdidas
dentro del marco de regresion es posible. En el caso discreto los modelos GAMLSS incluyen
las distribuciones Poisson, Binomial, Binomial negativa tipo I y II , Poisson inflado en cero,
Poisson Gaussiana inversa, Delaporte y Sichel. Algunas de estas tltimas podrian ser inves-
tigadas especificamente para el modelamiento del nimero de reclamaciones. Este es sélo un
resumen de las numerosas distribuciones continuas y discretas que estan implementadas en
el paquete gamlss en R. Las instrucciones para el uso del paquete pueden ser encontradas en
Stasinopoulos, Rigby & Akantziliotou (2006) mientras que en Stasinopoulos & Rigby (2007)
se pueden encontrar aplicaciones de estos modelos desde el punto de vista practico.

La aplicacion de los modelos GAMLSS en el drea de actuaria ha sido muy reciente y por tanto
en la literatura actuarial pocos articulos publicados sobre el tema pueden ser encontrados.
En el momento se encuentran disponibles las publicaciones de Heller, Stasinopoulos & Rigby
(2006) y Klein, Denuit, Lang & Kneib (2014). Adicionalmente puede consultarse Spedicato,
Clemente & Schewe (2014) y Tzougas, Vrontos & Fragos (2015).

En un modelo GAMLSS se asume que se tienen n observaciones independientes de y; , con
i=1,...,n, con funcién de densidad (probabilidad) f(y;|1;) condicionada sobre

W, = (V14, Vi, V35, V4s) = (W4, 04, 14, 7;), un vector de cuatro parametros de la distribucién, ca-
da uno de los cuales puede ser una funcién de variables explicativas. Los dos primeros parame-
tros de la distribucién poblacional p; y o; son usualmente caracterizados como pardmetros
de localizacion y escala, mientras que los dos restantes son caracterizados por ser pardametros
de forma, por ejemplo parametros de sesgo y curtosis. No obstante, este modelo puede ser
aplicado mas generalmente a los parametros de cualquier distribucién y por tanto puede ser
generalizado a mas de cuatro parametros de la distribucién, si es el caso.

Rigby & Stasinopoulos (2005) hacen la formulacién original del modelo GAMLSS como sigue.
Sea yT' = (y1,92,...,Yn), €l vector de la variable respuesta de longitud n y sea gi(.) para
k=1,2,3,4, funciones de enlace mondtonas conocidas que relacionan a los parametros con
las variables explicativas mediante las relaciones

Ji

9(Yr) =M = XiByp + Z Z 1Y jk

J=1

es decir,
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J1
gi(p) =m = X168, + Z Zi1Yj
j=1

J2
g2(0) =My = X3, + szﬂ’ﬂ

j=1
J3

gs(v) =my = X385 + Z Z 3% j3
j=1
Ja

94(T) =my = XuBy + Z Z1Yja
j=1

Donde p, o, v, T,m;, 1, son vectores de longitud n, BkT = Bk, Boks - - -, Burkr) €s el vector de

pardmetros de longitud J'k, X es una matriz de disenio de orden n x J'k, Z ;;, es una matriz
de diseno de orden n X g, 7, es una variable aleatoria g;; dimensional, en la cual se asume
se distribuye como 7, ~ N,
matriz g X gj simétrica G, = Gjx(Aji), la cual depende de un vector de hiperparametros

Ajie

(0,Gj "), donde G~ " es la inversa (generalizada) de una

2.4. Copulas

El modelamiento multivariado usando copulas ha llegado a ser muy atractivo en el sentido de
que no so6lo define una estructura de correlacién entre dos 6 mas variables aleatorias sino que
también el supuesto de normalidad multivariada no es necesario. En finanzas existe un gran
niumero de aplicaciones en el manejo del riesgo. Entre ellas estan la valoracion de derivados
de crédito, estimacion del valor en riesgo en portafolios y el calculo del capital econémico
tanto en empresas aseguradoras como en Instituciones financieras de banca e inversiones.

Debido a que la teoria de cépulas ha sido introducida en los iltimos anos en el drea de
actuaria por Frees & Valdez (1998), Embrechts, Lindskog & McNeil (2001), Frees & Wang
(2006), Shi & Frees (2011), entre otros autores, como un potencial campo de accién, di-
versas investigaciones en torno al modelamiento de dependencias entre pérdidas ha venido
ganando importancia. Entre las primeras aplicaciones estd el modelamiento de distribucio-
nes de pérdida bivariado por Klugman & Parsa (1999) y el modelamiento de dependencias
de tridngulos de pérdidas (tridngulos de pagos) en el célculo de reservas multivariadas por
De Jong (2009). Dentro de ese enfoque es de interés investigar la estructura de correlacién
entre pérdidas en diferentes lineas de negocios para evaluar la rentabilidad de los riesgos
que asume la compania de seguros. Czado et al. (2012), Kramer et al. (2013), Kastenmeier
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(2008) estiman la pérdida total de un portafolio de automéviles usando modelos de regresién
lineal generalizados basados en una cépula. En esos trabajos se muestra teéricamente que
tanto el grado de asociacion entre el niimero de reclamaciones y los pagos promedio por
reclamacién como los parametros incluidos en el modelo de regresién copula mixta afectan
el valor de la pérdida total. Una extension de esos trabajos es propuesta en esta tesis, la
cual se detallara en los siguientes capitulos. Por otro lado, en esta tesis nos centraremos
unicamente en copulas bivariadas dado que la investigacion se desarrolld sélo con copulas de
dos dimensiones.

A continuacién se describiran las propiedades basicas y definiciéon de cépulas bivariadas,
medidas de dependencia y clases de cépulas de acuerdo con la introduccién presentada por
Nelsen (2006).

2.4.1. Conceptos Preliminares

La notacién, definiciones y las demostraciones de los resultados presentados en esta seccion
pueden consultarse en el capitulo 2 de Nelsen (2006).

Se denotard por R la recta real extendida [—oo, c0] y R e plano real extendido R x R, I?
el cuadrado unitario I x I con I = [0,1].

Definicién 1. Sean S; y S, subconjuntos no vacios de R, y sea F una funcién real tal que el
dominio de F', denotado DomF' estd dado por DomF = S} x Sy . Sea B = [x1, 2] X [y1, y2]
un rectangulo cuyos puntos estan todos en DomF'. Entonces el F-volumen de B esta dado
por

Vi(B) = F(x2,y2) — F(x2,y1) — F(21,92) + F(21,11)

Se dice que F' es una funcién bivariada creciente si Ve(B) > 0 para todo rectangulo B cuyos
vértices estan en el DomF'.

Lema 1. Sean S; y S, subconjuntos no vacios de R, y sea F una funcién bivariada creciente
con dominio S X S5. Sean w1, x5 € S1 con x1 < o y sean yp, Yz € So con y; < yo. Entonces
la funcién t — F(t,y2) — F(t,y1) es no decreciente en Sy y la funcién ¢t — F(t,x9) — F(t, 1)
es no decreciente en Ss.

Suponga que S; tiene un minimo a; y Sp tiene un minimo as. Se dice que una funciéon F
definida en S} x Sy a R es pegada al piso ® si F(z,a3) = 0 = F(ay,y) para todo (z,y) en
S X Ss.

3grounded function en inglés
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Lema 2. Sean S; y S5 subconjuntos no vacios de R y sea F' una funcién bivariada creciente
con dominio S; X Ss. Entonces F' es no decreciente en cada uno de sus argumentos.

Suponga que S tiene maximo b; y Sy tiene méximo by. Entonces la funcién F' definida en
S1 x S5 a R tiene marginales y éstas estan dadas por

DomW =Sy, W(zx) = F(x,by), Yz € S;
DomG = S, G(y) = F(b1,y), Yy € Sy

Lema 3. Sean S; y S, subconjuntos no vacios de R y sea F' una funcién bivariada creciente,
con marginales y cuyo dominio es Sy x Sy. Sean (z1,y1) v (z2, y2) puntos en S; X Sy entonces

|F(22,y2) — F(x1,y1)| < [W(x2) = W(z1)| + |G (y2) — G(y1)]

Definicién 2. Una cépula bivariada se define como una funcién C'(u,v) : [0,1]* — [0,1] la
cual cumple que:

1. C(u,v) es una funcién creciente bivariada y pegada al piso.
2. Yu,v € [0,1] : C(u,0) =0=C(0,v), C(u,1) =uy C(l,v) =v

3. Yuq, ug, vy, vy € [0, 1] tal que u; < up y v1 < v9 se mantiene que :

O(UQ, UQ) - C(UQ, Ul) - C’(ul, Ug) + C’(ul, Ul) 2 0
Definicién 3. Una funcién de distribucién conjunta es una funcion F' con dominio en R
tal que:

1. F es una funcion bivariada creciente.

2. F(x,—o00) = F(—o00,y) =0

De acuerdo a lo anterior, F' es una funcién pegada al piso con dominio en R y por tanto F'
tiene marginales W y G dadas por W(x) = F(x,00) v G(y) = F(00,y).
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Teorema de Sklar. Sea F' una funcién de distribucién conjunta con marginales W'y G .
Entonces existe una cépula C tal que Vz,y € R

F(z,y) =C(W(x),G(y))

Si W y G son continuas, entonces C' es Unica; de otro modo, C' queda determinada inicamente
en RanW x RanG. Lo contrario también se mantiene, si C' es una cépula y W y G son
funciones de distribucién, entonces la funcién F' es una funcién de distribucién conjunta con
marginales Wy G.

La prueba original del teorema se encuentra en Sklar (1959). Como consecuencia de este
teorema se obtienen diferentes métodos para la construccién de cépulas, en el capitulo 3 de
Nelsen (2006) se describen algunos de ellos.

0
Teorema 1. Sea C' una cépula, para algin v € [0, 1] la derivada parcial a—C’(u,v) existe
u

0
para casi todo u, tal que para uy v, 0 < a—C’(u, v) <1
w

Similarmente, para algun u € [0, 1] la derivada parcial a—C’ (u,v) existe para casi todo v, tal
v

0 0
que para uy v, 0 < %C(u,v) < 1. Ademés, las funciones u +— %C(u,v) y U %C’(u, v)

son definidas y no decrecientes para casi todo [0, 1].

2 0
C(u,v) son continuas en I? y —C(u,v)

T 2. Spula, si —

eorema 2. Sea C' una cépula, si (%C(u, v)y auag : ™
exis;; para todo u € (2(), 1) cuando v = 0, entonces %C’(u, v)y 6u8@0<u’ v) existen en (0, 1)?
Y 8u8v0(u’ v) = 8v8u0(u’ v)

Teorema 3. Sean X y Y variables aleatorias continuas con coépula Cxy. Si a y b son
estrictamente crecientes en el RanX y RanY respectivamente, entonces Co(xyay) = Cxy-.
Por tanto Cxy es invariante ante transformaciones estrictamente crecientes de X y Y.

De acuerdo con los lemas y teoremas anteriores, las propiedades béasicas de una cépula son
las siguientes:

» Continuidad en todo su dominio (lemas 1, 2 y 3)
» Diferenciabilidad (teoremas 1y 2)

» [nvarianza (teorema 3)
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2.4.2. Medidas de Dependencia

Dado que una cépula C es invariante ante transformaciones estrictamente crecientes de X
y Y es conveniente usar medidas de dependencia que sean invariantes en escala y por tanto
puedan ser expresadas en términos de copulas.

Las medidas de dependencia mds usadas en copulas son el tau de Kendall (denotado por
7) y rho de Spearman (denotado por p,) por la propiedad de invarianza. Estas medidas
de dependencia resultan ser apropiadas cuando las observaciones estdn en escala ordinal 6
cuando las variables no pertenecen a la distribucién normal, para mayor detalle consultar el
capitulo 5 de Nelsen (2006).

1. 7 de Kendall.

Sean (X1,Y)) y (X2, Y3) vectores aleatorios idénticamente distribuidos, cada uno con distri-
bucién conjunta Fxy. Entonces se dice que (Xi,Y7) y (X3, Ys) son concordantes si
(X1—Xs2)(Y1—Ys) > 0y discordantes si (X; —X3)(Y; —Y5) > 0. El tau de Kendall es definido
entonces como la probabilidad de concordancia menos la probabilidad de discordancia.

7= P[(X; — X)(Yi — Y2) > 0] — P[(X; — X,)(Y; — ¥3) < 0]

La version popular del tau de Kendall en términos de una céopula es como sigue:

T = 4/0 /o C(u,v)0C (u,v) — 1
=4E(C(U,V)) -1

conu = Fy(x)y u= Fy(x)

2. p; de Spearman.

Sean (X1,Y1), (Xo,Ys), (X3,Y3) tres vectores aleatorios independientes, cada uno con fun-
cién de distribucion Fxy, entonces ps de Spearman es proporcional a la probabilidad de
concordancia menos la de discordancia.

ps = P[(X1 — Xo)(Y1 — Y3) > 0] — P[(X1 — Xp)(Y1 — Y3) < (]

La pareja (X3,Y3) podria ser usada de la misma forma. Se puede notar que mientras la
funcién de distribucién conjunta de (Xi,Y)) es Fyy, la funcién de distribucién conjunta
entre (Xo,Y3) es Fx(z)Fy(y) puesto que X5,Y3 son independientes.
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La version mas popular del py de Spearman en términos de la copula es como sigue:

1 1
ps = 12/ / wwdC'(u,v) — 3
o Jo

= 12/1 /1 C(u,v)0udv — 3
=12E(C(U,V)) -3

con u = Fy(x)y u= Fy(z).

Song (2000, 2007) y Song et al. (2009) presentaron el coeficiente de van der Waerden para
una cépula Gaussiana, el cual se define como:

7 = corr[@™{(Fx ()}~ {(Fy (1)}] = v(Fx. Fy)

donde Fx(z)y Fy(y) son funciones de distribucién acumuladas, Xy Y son variables aleato-
rias que pueden ser continuas, discretas ¢ mixtas. De este modo observan que este coeficiente
no es mas que la correlacién de Pearson entre dos score normales.

En Song et al. (2009), se refieren a v como un scoring normal y afirma que es similar a
la medida de dependencia rho de Spearman determinada por la correlacién de Pearson de
variables trasformadas que siguen una distribucién uniforme(0,1).

2.4.3. Clases de Cépulas

En esta seccion se describen las cépulas mas populares de las familias elipticas y Arquimedia-
nas. Sin embargo ejemplos de otras copulas bivariadas junto con sus propiedades estocésticas
pueden ser encontradas en Joe (1997).

Copulas Elipticas

Las copulas Gaussiana y t- student pertenecen a la familia de copulas elipticas. Sin embargo
la copula Gaussiana es una de las mas usadas en la practica y la de mayor investigacién en
lo que concierne a modelos de dispersién generados a partir de ésta.
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1. Cépula Gaussiana

Una copula Gaussiana bivariada esta definida como sigue:

Cyu,v) = By (O~ (u), @~ (v); p)
D(u) D(v) 1 2 2pat t2
_ / / q pqt + g0t
—00 —00 27T(1 - p2)1/2 _2(1 - p2)
donde @y, .,; p) es la funcién de distribucién normal bivariada con media (0,0)" y matriz
de correlacion ( '; ), p € (—1,1), ®(.) es la funcién de distribucién acumulada de una

distribucién normal estdndar univariada y ®~'(.) es su funcién inversa.

La funcién de densidad de la cépula Gaussiana esta dada por :

82
co(u, v | p) = 55 Cplu, v)
1 exp (_pQ(ajf +x3) — prlxg)
L—p 2(1—p?)

donde 7y = @7 (u) y 23 = 7 (v).

La funcién de distribuciéon acumulada condicional de la variable v en u de la cépula C,(u, v)
es la funcién h,(u,v) y estd dada como sigue:

h,(u,v) = %Cp(u,v) (2-1)
o (cb—l(v) - p<1>—1<u>) (22)
(1-p?)

®(.) es la funcién de distribucién acumulada de una distribucion normal estdndar univariada.

Para transformar p a 7 y viceversa, se pueden usar las formulas:
— 2 ; — o 4
T = Zarcsin(p) y p = sin(75)

Para detalle, ver por ejemplo la pagina 14 de Kastenmeier (2008) y el apéndice C.1 de Aas,
Czado, Frigessi & Bakken (2009).
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2. Cépula t de Student

La cépula t de Student esta definida como sigue:

Co(u,v) =t ,(t, " (u), t, " (v))

donde t,, es la distribuciéon t de Student bivariada estandarizada con v > 0 grados de
libertad, ¢, !(.) es la funcién cuantil de la distribucién t de Student univariada estandarizada
con v > 0 grados de libertad y pardmetro p € (—1,1).

La funcién h,(u,v) estda dada como sigue:

t, "' (v) — pt,~ " (u)

o \/ L WP

v+1

hy(u,v) =

t,+1 es la funcién de distribucion acumulada de una t de Student univariada estandarizada
con v + 1 grados de libertad, detalles de la funcion de la densidad de la copula y la funcion
h,(u,v) puede ser encontrado en el apéndice C.2 de Aas et al. (2009).

Cépulas Arquimedianas

Una cépula C,(u, v) es llamada Arquimediana, si la forma explicita de la cépula es de la forma

Cp(u,v) = @L_l](@p(u) + ©p(v))

donde ¢, : (0,1) — [0, 00] es una funcién continua, estrictamente decreciente y convexa tal
que ¢,(1) = 0; ¢, es llamada la funcién generadora. La pseudoinversa gpg_l} : [0, 00] — (0,1)
esta dada por:

1

S0[—1] _ 90£) ]<t>7 0<t< QOp(O)
g 0, 90,0(0) <t< o

Si ¢,(0) = oo entonces QO[p_l] = gop_l (en este caso ¢, es llamado generador estricto), es decir

que la pesudoinversa es igual a la inversa de la funcién ¢,,.
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Una condicién para que C,(u, v) sea una cépula es que ¢, sea convexo y viceversa, la prueba
de este teorema se encuentra en el capitulo 4 de Nelsen(2006).

Propiedades
Sea C,(u,v) una cépula Arquimediana con generador ¢, entonces:
1. Cy(u,v) es simétrica , es decir Cy(u,v) = C,(v, )
2. C,(u,v) es asociativa, es decir C,(C(u,v), w) = C,(u, C(v,w)) para todo u, v, w € [0, 1]

3. Si ¢ > 0 es alguna constante, entonces cyp, es también un generador de C,(u, v).

Tau de Kendall para cépulas Arquimedianas

Genest & MacKay (1986) mostraron que:

1
= 4/ —¢f(t)at+ 1
0 (lpp(t)

¢, (t) denota la derivada de ,(t) en t.

Las cépulas arquimedianas mas conocidas son las cépulas de Clayton, Gumbel y Frank. En
las tabla 2-1, se encuentran la definicién de cada una de ellas junto con su respectiva funcién
generadora, el rango del parametro de correlacién p y la medida de dependencia 7, mientras
que en las tablas 2-2 y 2-3 se definen la cépula densidad y la funcién h,(u,v) de cada cépula.
Para detalle, ver por ejemplo el apéndice C de Aas et al. (2009) y Schepsmeier & Stober
(2014). Esta tltima funcién resulta importante para la definicion de una cépula mixta, la
cual se describe en el siguiente capitulo.

En la tabla 2-1, D; denota la funcién Debye:
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Clase de cépula Cy(u,v) Rango de p Tau de Kendall Generador ¢,(t)
Clayton max([u=" +v=?)/*,0) (0,00) 45 €(0,00) Q(t‘9 -1)
Gumbel exp (—[(—In(uw))? + (= In(v))?]"/?)  [1, o] % € (0,00) (—1In(t))”

1 (1+ (e —=1)(e ™ —1)) e Pt 1
Frank 5 In < e (0, 00) 1-14 D1( )—1) e R\{0} —In p——

Tabla 2-1.: Caracteristicas de las copulas Arquimedianas

Clase de cépula cp(u, v)

Clayton (1+p)(uwv) 1 P(u=P +v7F — 1)%72 2

Gumbel Cylu0) (o) {(= n(w)” + (~In(w))?} 5
X (In(u) In(0))?" {1 + (p = (= In(w))” + (= In(v))")7 }

Frank Pl e M1 =) = (1= )1 - )] 2

Tabla 2-2.: Funcién de densidad en la familia de cépulas Arquimedianas

Clase de cépula h,(u,v)

Clayton wr P o — 1)

Gumbel G, v)u™ (= ()~ (= n(u)? + (= In(v))?)»
ef(ef’ — 1)

Frank

ePutp 4 epvtp — eputpy _ op

Tabla 2-3.: Funcién de distribucion condicional en la familia de copulas Arquimedanas



3. Modelo de Regresion Cépula Mixta

En este capitulo se presenta una forma de modelar conjuntamente una variable aleatoria de
tipo discreto y una variable aleatoria de tipo continuo. La estructura de dependencia entre
las dos variables es introducida mediante la utilizacién de una cépula bivariada usualmente
denominada copula mixta.

3.1. Copula Mixta

Sea X una variable aleatoria continua y Y una variable aleatoria discreta con funciones de
distribucién Fx(z) y Fy(y) respectivamente, y sea C,(Fx(x), Fy(y)) una cépula bivariada
con parametro de dependencia p. Luego, la funcién de distribucién conjunta definida por la
copula es la siguiente:

Fxy(z,y) = Cp(Fx(z), Fy(y))

donde la funcién de densidad conjunta esta definida por :

0
—_ — < —
fX,Y($7y) axP(X = JI,Y y)

De acuerdo a lo anterior y a la ecuacién 6.9 de Song (2007), la funcién de densidad conjunta
de una variable aleatoria continua X y una variable aleatoria discreta Y en términos de la
copula es como sigue:

Fxy(@.y) = fx(@)[hp(Fx (@), Fy (y)) — hy(Fx (), Fy(y = 1))] (3-1)

donde P(Y =y | X =) = h,(Fx(x), Fy(y)) — h,(Fx(x), Fy(y — 1)) y h,(.,.) es la funcién
de distribucién condicional de la variable v = Fy(y) en u = Fx(z) de la cépula C,(u,v),
como se definié en la seccion de copulas del capitulo 2.
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Prueba. A partir de la definicién de la densidad conjunta se sigue que

%P(X <zY=y)= %P(XSJC,Y Sy)—(%P(X <Y <y-—1)
= D P (F(@), Be(9) — 5 Fy (Fx(a), Be(y — 1)
= %Cp(Fx<I>,Fy(y)) - %Cp<FX(x>7FY(y - 1) ‘ IO)

= fx(x) (h,(Fx(z), Fy(y)) — hp(Fx(x), Fy(y — 1)))

En el problema de la modelacion conjunta de los pagos por reclamacion y el nimero de
reclamaciones se tiene lo siguiente:

= Y1, 2=1,2,...,n: una muestra de los pagos por reclamaciéon
= Vi ~ Gy, (Y | i, 0)

w In(p) =g+ gz + ...+ e,

» Yo, 1 =1,2,... n: una muestra del nimero de reclamaciones.
= Yio ~ Gy, (yi2 | M)

= In(\;) = Bo + Brza + ... + Byzig

= x; v z; no son necesariamente iguales y representan factores de riesgo asociados al
asegurado, como son: edad, género, ciudad, tipo de vehiculo, marca, linea, entre otros.

. (Yu,Yiz) ~ F(yil,’yz‘z)

= F(yn,yn) = Cp(GYn(yil | Mz‘,U),GYiz(yz'z | )\z))

3.2. Especificacion de las Regresiones Marginales

1. Especificacion de modelos GAMLSS para el pago total de las reclamaciones

A continuacion se especifican algunas distribuciones pertenecientes a los modelos GAMLSS
para modelar el pago total de las reclamaciones. En este trabajo se considera el caso particular
en el cual se modela mediante una regresién unicamente la media (pardmetro de localizacién);
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los deméds parametros fueron tomados como constantes para todas las observaciones. En el
apéndice de Stasinopoulos et al. (2006) se encuentran las parametrizaciones usuales de los
modelos GAMLSS. En este trabajo se tomaron esas parametrizaciones para las distribuciones
implementadas.

En lo que sigue supondremos que Y;; € R™, ¢ =1,2,...,n es una variable aleatoria continua
que representa el pago (costo) total por reclamaciones de la péliza i, es decir, si la pdliza
1 presenté N; reclamaciones en el periodo considerado y P, s = 1,2,..., N; es el pago
efectuado para cada siniestro ocurrido, entonces,

N.
}/;'1 = 25;1 PZ'S'
Sean y;1 una realizacion concreta de Y;;, x; € RP un vector de covariables asociado a y;1 v
a € RP el correspondiente vector de parametros del respectivo modelo de regresion. Como
funcion de enlace se utilizara la funcién logaritmo, es decir,
ot
In(p;) = ;0

Para Y;; se consideraron las siguientes distribuciones:

a. Distribucién Gamma
Y1 ~Gammal(u;, o)

Siguiendo la notacion de los modelos GAMLSS, la funciéon de densidad, el parametro de
localizacién y el pardmetro de escala estan dados por

1 1\ 46 ;
9y (Vi1 | i, 0) = ()( ) %11/ 1exp{_%}’ parayn >0, >0y o >0

con E[Y;] = p;, Var(Y;) = pio.

b. Distribucion Weibull

Y1 ~Weibull(p;, o),

en donde

o—1 o
o (Y Y
Gy (i1 | i, 0) =— (Tl) exp {— (—1) } , paray;; >0, u; >0y o >0

)



24 3 Modelo de Regresion Cépula Mixta

con ¢ = p/T(+1), EYa] = s y Var(Ya) = 2 {T(Z + D[D(E + D)2 — 1},

c. Distribucién Lognormal
Yir ~LN(pi, 0)

en cuyo caso se tiene que

11 1 2
gva (Wi | pi, o) = Taeary, P —5[m(ya) =] ¢, paraya >0, i >0y o >0

1/2

con E[Yi] = exp(js) (exp(02)) /2 y Var(Ya) = exp(2;) exp(o?)(exp(0?) — 1)y

2. Especificacién del modelo para el niimero de reclamaciones

En este trabajo sélo se consideraron pélizas que presentaron al menos una reclamacion y
tienen un pago por reclamacion reportado. Estas polizas aseguradas son las que representan
casos de pérdida en la compania; por lo que un nimero de reclamaciones igual a cero queda
excluido y un modelo Poisson truncado en cero es seleccionado para este caso, tal como los
autores mencionados en el capitulo 1 han tratado el problema recientemente.

En companias de seguros, generalmente se trabaja con la base de datos de reclamaciones. Sin
embargo, si se desea incluir en el modelo todas las pdlizas aseguradas, es decir, incluyendo
aquéllas que no presentaron reclamaciones, se debe considerar distribuciones que traten el
problema de la inflacion de ceros, puesto que los portafolios de seguros exhiben generalmente
un alto nimero de ceros. Por otro lado, la distribucién para el pago por reclamacién también
deberia tratar el problema del exceso de ceros. Una distribucion propuesta para este caso
son la distribucion Poisson cero inflado, sin embargo otras distribuciones también podrian
ser investigadas.

Sea Y;» € Nyg, 2 =1,2,...,n, una variable aleatoria discreta que representa la ocurrencia de
al menos una reclamacion, tal que Y se distribuye Poisson()\;) condicionado en Yy > 0 6
Poisson Truncado en cero (ZTP). Luego la funcién de masa de probabilidad estd dada por:

P(Yo=yi) = APe™
P(Yﬁ > 0) - ylgl(l — €_>‘i) ’

9y, Wiz | Yz > 0, ) = conyy >0y A\ >0

No es dificil ver que los parametros de localizacion y escala estan dados por

Ai
—>\i s VCL?"(Y;Q) =

Ai _
e S =+ 1))

ElY;] = A= en)y
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Sean ;o una realizacién concreta de Yjs, z; € RY un vector de covariables asociado a ¥;s,
e; € [0,1] es la exposicién al riesgo, 3 € RY es el vector de pardmetros del respectivo modelo.
Luego, el modelo de regresién Poisson truncado en cero es especificado por :

In(\;) = In(e;) + 218

3.3. Especificacion del Modelo de Regresién Conjunto

Una vez especificadas las regresiones marginales de las variables respuesta Y;; y Y;s, se enlazan
con una cépula paramétrica, como se muestra a continuacion:

Sean Gy, (ya | pi,0) y Gy, (Yie, \;) funciones de distribucién acumuladas de las variables
aleatorias Y;; v Yo, i = 1,2,...,n respectivamente. Luego, de acuerdo a la ecuacion 3-1, la
funcién de densidad conjunta en términos de la copula esta dada por:

P(Yi <wia,Yie = vio) = (i1, Yiz | 1i, 0, \)
= gy“(yﬂ | HiaU)[hp(GYn(’yﬂ | ,uz',U), Gy, (%‘2 | Az‘))
- hP<GYi1(yi1 ’ Hha)v GYiz(yi2 -1 ‘ )‘l))] , para Yy > O, Yio = 1727 o

Como se especificd en los modelos de regresion marginales, usando las funciones de enlace
logaritmo, se tiene que:

In(\;) = In(e;) + 28 y In(w) = zle

donde la funcién h,(.,.) estd definida en la ecuacién 2-2 para la cépula Gaussiana y en tabla
2-3 para cada una de las copulas Arquimedianas. Ademds se tiene que u = Gy, (yi1 | i, 0),
v =Gy, (Y2 | Ai) 6 v =Gy, (yiz — 1 | \i), segiin el caso.

1. Funcion de Verosimilitud

Sean 8 = (at, B, 0, p)* el vector completo de pardmetros del modelo de cépula mixta, X =
(1, x2,...,x,) y Z = (21,29,...,2,) matrices de diseno, donde x; y z; son vectores de
covariables asociados a y;; v y;o respectivamente, y sea y = (yy,Ys, - - ., Y,,) con y, la pareja
de observaciones (y;1, ¥;2). Entonces, la funcién de verosimilitud estd dada por:
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Loy, X, Z)= Hf(yn,yiz | iy 0y i p)

i=1
= HgYﬂ(yil | i, 0) [hP(GYﬂ(yil | pi, ), Gy (a2 | X))
i=1

- hP(GYil (yil ’ His J)’ GYi2 (yi2 -1 ‘ )‘l))}

3.4. Funcion de Densidad de la Pérdida en Términos de
la Cépula Mixta

1. El monto de la pérdida de una pdliza.

Para una pdliza ¢ (i = 1,2,...,n) para la cual se tiene un pago total Y;; ocasionado por
Y;» reclamaciones ocurridas, el monto de la pérdida de la pdliza esta dado por Y;;. En este
trabajo se model6 el monto de la pérdida de la pdliza a través de un modelo de regresién
conjunto mediante una cépula mixta. De acuerdo al Teorema 6 en Kramer et al. (2013), la
funcién de densidad del monto de la pérdida Y;; de la pdliza i esta dado por:

inl (yil | i, T, Aiap) = Z 9y (yil | Miag)[hp (GYA (yil ’ :uha)? GYi2 (yi2 | /\l))

Yyiz=1
- hP (GYM (yil ‘ 228 0)7 G}/iQ (yiQ -1 | /\z))] ,para y;; > 0.

Ademas la esperanza de Yj; esta dada por

EYa] = [ yinfvia (Wi | 1 0, N, p)dyan

La pérdida total predicha del portafolio conformado por n pdlizas es entonces definido como
la suma de la pérdida predicha de todas las pélizas como sigue:

T=3" E[Yy],T>0.
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Como se menciono en la introduccién, en los primeros modelos de regresion con cépula mixtas
se us6 para el proceso de estimaciéon maximo verosimil de los parametros un algoritmo de
optimizacién llamado maximizacién por partes (MBP). Este es un algoritmo de punto fijo
en el cual se pretende obtener la solucién cuando la funcién de verosimilitud tiene una
forma funcional complicada y por tanto las derivadas de primer, y principalmente las de
segundo orden son dificiles de tratar analiticamente, lo eventualmente que implica que los
procedimientos Newton-Raphson 6 Fisher-Scoring puedan no ser aplicados directamente. En
el método MBP se divide la funcién de verosimilitud en dos partes de tal manera que: la
primera parte tenga una ecuacion score sencilla de resolver y la segunda parte sea usada para
actualizar la solucién de la primera parte, iterando sucesivamente hasta obtener la solucién.
Ver por ejemplo, Kastenmeier (2008) y Czado et al. (2012). Este algoritmo fue adaptado de
una versién inicialmente introducida por Song et al. (2005).

A pesar de que en la investigacién de Czado et al. (2012) mostraron este algoritmo como
una herramienta ventajosa al omitir el calculo de segundas derivadas y que por otro lado,
su estudio de simulacién arrojé buenos resultados en gran parte de los diferentes escenarios
de simulacion propuestos alli, especialmente en los escenarios con valores bajos y medios del
parametro de asociacién de la copula, algunas desventajas también fueron encontradas en el
transcurso de su investigacion. En ese trabajo se usd una cépula bivariada con datos mixtos
6 copula mixta. Una parte de la funcion de verosimilitud quedd expresada en términos de
la funcién de densidad de la variable aleatoria continua y la segunda parte en términos de
funciones asociadas a la copula. El problema se originé en que la primera parte no cumplié con
algunas condiciones de regularidad como la dominancia de la informacién (para detalles ver
la condicién B en la pagina 1148 de Song (2005)) y entonces en el paso de actualizacién de la
segunda parte de la verosimilitud (llamado paso Fisher Scoring) se presentaron problemas de
convergencia. Para solucionar esto, ellos modificaron la descomposicién de la verosimilitud
siguiendo otros procedimientos que se encuentran en Song (2005, p.1156). Finalmente los
autores comentan que se deberia hacer un chequeo teérico del comportamiento del algoritmo,
el cual no fue discutido en sus trabajos.

En el trabajo de Kramer et al. (2013) en el que se presenta la formulacién de la distribucién
general de la pérdida total a partir de la cépula mixta desarrollada en Czado et al. (2012) y
se extiende el modelamiento a la familia de cépulas Arquimedianas los autores aplicaron y
compararon el método de inferencia para marginales IFM y el algoritmo BFGS. Los autores



28 4 Estimacion Maximo Verosimil

encontraron que el desempeno de ambas metodologias fue muy similar. En el método IFM se
hacen las estimaciones de los parametros de regresiéon de los modelos marginales y a partir
de esas estimaciones se realiza la estimacién del parametro de cépula.

4.1. Algoritmos de Optimizacion en R Core Team

Como se argumenta en Nash & Varadhan (2011), la mayoria de los usuarios de R incluyendo
aquellos que tienen un fuerte conocimiento en estadistica, no estan del todo informados y/o
familiarizados sobre todas las metodologias de optimizacion que se han desarrollado en los
ultimos anos y cudles de ellas estdn implementadas en R. Por otro lado se discute sobre la
manera en que se especifica la funciéon matematica a minimizar (maximizar), debido a que en
la superficie de estas funciones podriamos encontrar problemas como regiones cercanamente
planas o con valles y quizas con multiples valores 6ptimos y que en la mayoria de los casos
son tan complicadas que es dificil proveer la forma analitica del gradiente y mucho menos
calcular segundas derivadas.

En estos casos reparametrizar, escoger valores iniciales adecuados, especificar las restriccio-
nes necesarias, entre otras, seria una de las soluciones para hacer que la funcién objetivo sea
numéricamente mas estable. Sin embargo, todo esto no es siempre suficiente para garantizar
una solucién, por lo que surgen otras preguntas sobre por ejemplo, cudl método de optimi-
zacion escoger para controlar este tipo de problemas, cual método arroja un mejor resultado
cuando no se tiene el gradiente, como interpretar los resultados de cada método de optimi-
zacion “converge 6 solo finaliza” y cémo chequear que se obtienen buenos resultados, como
controlar los posibles mensajes de error (problemas del método elegido ¢ de la especificacion
de la funcién).

Los métodos de optimizacién existentes se centran en la minimizacién general de funciones
no lineales de p parametros, donde al menos uno de dichos p parametros podrian ser aco-
tados. Para maximizar se debe minimizar el negativo de la funcién objetivo. En términos
matematicos, el problema de optimizacién se especifica como hallar

x* = argmin(f(z))

sujeto a L < x < U (restricciones 6 cotas), donde z € RP y f: RP — R.

4.1.1. Funcion optim:

Algunas de las herramientas de optimizacién mas usadas en R pueden ser encontradas en la
funcion optim del paquete stats:
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= Nelder-Mead: es el método por default y no requiere derivadas (segunda edicién de
Nash,1970)

» CG (conjugate gradients): requiere el gradiente analitico y no permite acotar los valores
de los pardmetros.

» BFGS (Broyden-Fletcher-Goldfarb-Shanno): es un método quasi Newton de Nash (1970)
basado en la version de Fletcher (1970), no requiere derivadas analiticas, propone valo-
res 6ptimos en los nuimeros reales y no permite cotas 6 restricciones en los parametros
desde la funcién optim.

» L-BFGS-B : Byrd, Lu, Nocedal & Zhu (1995), no requiere derivadas analiticas y permite
incorporar restricciones en los parametros para los valores de bisqueda del algoritmo.

Estas herramientas fueron desarrolladas hace méas de cuarenta anos, pero siguen siendo
consideradas como las de mejor préactica (Nash (2014)). Existen muchos méas métodos de

optimizacién en R fuera del paquete optim, un listado de ellos puede ser encontrados en
Theussl & Borchers (2014).

4.1.2. Funcién optimx:

Nash & Varadhan (2011) desarrollaron el paquete optimz (Nash, Varadhan, Grothendieck,
Nash & Yes (2012)), el cual envuelve alrededor de doce métodos de optimizacién de R, in-
cluyendo aquellos que estan en optim y ofrece la posibilidad de comparar el ajuste que se
obtiene con los diferentes algoritmos de optimizacion al incorporar los tests de condiciones
de optimalidad de la matriz Hessiana y el gradiente Kuhn-Karush-Tucker (KKT), los cuales
corresponden al argumento logico de entrada kkt=TRUE y a los argumentos logicos de sa-
lida KKT1 para la prueba de gradiente cero y KKT2 para la prueba de la matriz Hessiana
definida positiva de la funcion optimaz.

En el caso del método BFGS y L-BFGS que no requieren gradientes analiticos, es posible
obtener una aproximaciéon de la matriz Hessiana, el gradiente y los valores propios, usando la
instruccién attr(ans,”details”), la cual retorna una lista con los valores de cada uno después
de finalizar el procedimiento de optimizacion. Estos valores son calculados internamente ha-
ciendo un llamado de la funcién numDeriv de R.

Los argumentos de la funcién optimx son: la funcién a minimizar que corresponde al negativo
del logaritmo de la funciéon de verosimilitud, los valores de las constantes si existen en la
funcion objetivo, los valores iniciales para los parametros y argumentos adicionales como son
el método de optimizacién de preferencia y demas funciones adicionales a las de optimizacion.
En la siguiente seccién se introduce el algoritmo BFGS.
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4.2. Algoritmo BFGS

El algoritmo Broyden Fletcher Goldfarb Shanno (BFGS) es un método de tipo quasi-Newton
disenado para resolver problemas de optimizacion no lineales sin restricciones. El nombre del
algoritmo se deriva de los nombres de los autores que contribuyeron a su construcciéon. Este es
un algoritmo moderno de optimizaciéon ampliamente usado por su potencia en la buisqueda de
soluciones y por no requerir el calculo de la matrix Hessiana. El gradiente si es utilizado, pero
por lo general en las implementaciones permiten hacer uso de aproximaciones numeéricas.

Para una moderna revisiéon de los procedimientos de optimizacion actualmente utilizados
véase Nocedal & Wright (2006) y Griva, Nash & Sofer (2009).

BFGS es un algoritmo de tipo quasi-Newton en el sentido que no se usa la matriz Hessiana.
En su lugar se construye una matriz definida positiva de forma iterativa en cada paso.
Puede demostrarse que esta matriz converge a la Hessiana en la solucion del problema, bajo
determinadas condiciones, que no siempre se cumplen. En todo caso el hecho que la matriz
construida en el algoritmo no siempre converge a la Hessiana no afecta la busqueda de la
solucion. En el algoritmo BFGS siempre se busca un minimo global de la funciéon objetivo.
Si lo que se desea es un maximo, como en el caso de la estimacién maximo verosimil, basta
cambiar el signo de la funcién objetivo.

La racionalidad del algoritmo es como sigue. En el paso t se selecciona una direccién de
buisqueda dada por la solucion del analogo del ecuacion de Newton

Bipy = =V f(xy),

en donde f es la funcién objetivo y B, es una aproximacion de la matriz Hessiana, la cual
es actualizada iterativamente. V f(x;) es el gradiente de f evaluado en x;.

Una linea de busqueda en la direccién p; es usada para encontrar el siguiente punto x;,1.
La matriz B, es actualizada mediante la utilizaciéon de dos matrices:

Bt+1 - Bt‘i‘Ut‘i“/;t,

en donde U; y V; son simétricas de rango uno, pero tienen diferentes bases. La condicion de
quasi-Newton impuesta sobre esta actualizacion esta dada por

B (Xt+1 - Xt) = Vf(xt—i-l) - Vf(Xt>-

El algoritmo completo es el siguiente (tomado de Wikipedia, https://en.wikipedia.org/wiki/
Broyden-Fletcher-Shanno_algorithm):

A partir de un valor inicial x¢ y una matriz Hessiana aproximada By se repiten los siguientes
pasos hasta que x; converge a la solucion.

1. Obtener una solucién p; resolviendo Byp; = —V f(xy).
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2. Efectuar una busqueda lineal para encontrar un aceptable tamano de salto a; en la
direccion encontrada en el primer paso, entonces actualizar X1 = X; + Q. p;-

3. Sea s; = qyp;.

4.y, = Vf(xt-i-l) - Vf(xt).

T T
_ ytyt _ BtStSt Bt
. BH_l o Bt + yist s{Bysy

Para la implementacion del algoritmo se utilizan algunos restricciones en el algoritmo cono-
cidas como condiciones de Wolfe. Para los detalles matematicos y estudios de convergencia
puede consultarse en Nocedal & Wright (2006).

La implementacion técnica del algoritmo BFGS puede llegar a ser engorrosa en cada caso. Por
eso se han desarrollado implementaciones genéricas en distintas plataformas informaticas.
En esta tesis se trabajé con la implementacién de R, debida a Nash et al. (2012).

4.3. Funcién Objetivo Cépula Mixta y optimx

Las funciones objetivo en este trabajo corresponden al logaritmo de la funcion de verosimi-
litud del modelo de regresién cépula mixta descrito en el capitulo anterior, es decir,

E(O | y7X7Z) = Zln(ngl(yll | ,UZ',U)
=1

+ Zln[hp(GYﬂ(yﬂ | iy ), Gyiy (Yia | Ai)) (4-1)
=1

— hp(Gyiy (Yir | 116, 0), Gy (g2 = 1| N))]

Para obtener la estimacién méximo verosimil (EMV) de 6 = (!, 3", 0, p)! se requiere maxi-
mizar la funcién definida en la ecuacion 4-1.

En esta tesis fue necesario implementar las rutinas en R para el modelo de regresiéon copula
mixta con las diferentes marginales propuestas y diferentes clases de copulas. Luego de
construidas tales rutinas se aplicé el método de optimizaciéon BFGS del paquete optimz de
R. El c6digo completo puede consultarse en el anexo B2.

Para el método de optimizaciéon BFGS, como se muestra en el algoritmo arriba, es necesario
disponer de valores iniciales para los pardmetros (ver la figura 4-1), los cuales deben ser
niumeros reales. En el proceso de optimizacion BFGS no se permite establecer restricciones
para los parametros.
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Por tanto, algunas reparametrizaciones son necesarias tanto para estabilizar numéricamente
el algoritmo de optimizacién como para evitar restricciones en los parametros y por tanto
evitar indeterminaciones numéricas en la funcién objetivo a maximizar.

Algoritmo
BFGS
optimx
Valores iniciales Valor inicial p: Valores iniciales
ayo arbitrario (> 0 6 < 0) 6 método IFM G
paquete glm de R | | paquete gamlss de R EMV MLG ZTP

‘ ‘ con BFGS optimz de R

MLG Gamma| | GAMLSS Weibull |
EMV MLG Poisson
con paquete glm de R

Figura 4-1.: Diagrama de la estimacién méaximo verosimil.

4.3.1. Reparametrizaciéon de los Parametros

En el modelo de regresion cépula mixta, se tiene que el parametro de correlacion p de
cada clase de copula tiene una restriccién asociada. Por ejemplo en la cépula Gaussiana,
p € (—1,1), La restriccién para p en la familia Arquimediana se encuentra en la tabla 2-1,
y el pardmetro de dispersion tiene la restriccién o > 0.

Por tanto, se realizaron las respectivas transformaciones para el parametro p de las cépulas
consideradas en esta tesis como se muestra a continuacién. Para el parametro de dispersién
o, una transformacion exponencial garantiza que los valores propuestos por el procedimiento
BFGS estén en definidos en R en la respectiva funcién de densidad y en la funcién de
distribucién acumulada.

a. Reparametrizaciéon para p en una cépula Gaussiana

La transformacién Z de Fisher, es una transformacién de (—1,1) a R :

1 1
Z(p)=p"= §ln (1%5) , dondey € R
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Funcién Inversa para p* a (Z~! de Fisher ), es una transformacién de R a (—1,1) .

*

exp?’

—1/ %\ - .
Z (p)—p——eXpr*+1 , dondep € (—1,1)

La funcién Z~!(.) es usada para trasformar los valores p* propuestos por el algoritmo BFGS
en el proceso de optimizacion.

b. Reparametrizaciéon para p en las copulas Clayton

Se requiere una transformacion de R a (0, 00):

p = exp(p")

La funcién exponencial es usada para trasformar los valores p* propuestos por el algoritmo
BFGS en el proceso de optimizacién.

La cépula Clayton permite inicamente una dependencia positiva y en los datos analizados
en esta tesis un valor de p > 0 y 7 > 0 tiene sentido. Sin embargo una dependencia negativa
puede ser introducida mediante una rotacion de la cépula como se muestra en Brechmann
& Schepsmeier (2013).

c. Reparametrizacién para p en las cépulas Frank
Se requiere una transformacién de R a R\{0}:

si p* < —l.e—046 p* > 1l.e — 04 entonces p = 1.e — 04 * signo(p*)

d. Reparametrizacién para o

Se requiere una transformacion de R a (0, 0o):

o =exp(c”)

La funcion exponencial es usada para transformar los valores o* propuestos por el algoritmo
BFGS en el proceso de optimizacién.

El algoritmo BFGS, es bastante rapido, pero debido a la complejidad del modelo y la can-
tidad de datos usados en esta tesis resulta demorado cuando se quieren estimar mas de 50
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parametros. Por defecto deshabilita el argumento logico de entrada kkt del test KKT, pero
si se requiere, se debe activar como kkt=TRUE.

Para efectos de comparacién entre las copulas, se considerara la medida de dependencia 7
de Kendall, una vez se obtengan las estimaciones de p.

4.3.2. Distribucién Asintética de los Parametros de la Regresion
Coépula Mixta

Sean 6 = (dt,Bt, o,p)t € RPTa+2 ] EMV de 0, y sean

I6) = —H = —E <a%(e | y,x,z>> .

9606'
Z - YR 826(0|y7X7Z>
HO) =1 =506 »

la matriz de informacién de Fisher y la matriz de informaciéon de Fisher observada respecti-
vamente, donde H es la matriz Hessiana. Bajo condiciones de regularidad se tiene que

V(8 — 8) — Nyi012(0,771(6)). (42)

La funcién optimz genera la matriz Hessiana observada, cuyo calculo resulta por lo general
mas costoso en tiempo. Al invertir esa matriz, se obtiene la matriz de covarianzas estima-
da. La aproximacién normal en este problema funciona bastante bien debido a los grandes
tamanos de muestra disponibles.

4.3.3. Intervalos de Confianza

Sea 8 = (a!, 8", 0,p)! = (61,0s,...,0;)t, para j = 1,2,...,p+q+2, entonces una aproxima-
cién del intervalo de confianza del (1 — «) x 100 % para 6; es como sigue:

[C(lfa)xlOO% = (é] - Za/2\/:z—j_j1(9)7 éj — Ra/2 \ jﬂl(a))

donde Ij_jl(e) es la j-ésima componente de la diagonal de la matriz Hessiana observada, la

cual corresponde al error estdndar de 6;.



5. Estimacion Bayesiana

Al iniciar este trabajo no se habia publicado ninguna implementacion bayesiana sobre el
problema especifico tratado, es decir, para el modelamiento conjunto de los pagos por re-
clamaciones y el nimero de reclamaciones. En esta tesis se desarroll6 un procedimiento de
estimacién bayesiana basado en un algoritmo de tipo Metrépolis-Hastings con distribucién
propositiva independiente.

La construccién del muestreador de tipo Metropolis-Hastings desarrollado para esta tesis se
baso en una aproximacién de tipo laplaciano de la distribucién posterior de los parametros
del modelo. Este tipo de aproximaciones han sido utilizados previamente en la literatura,
por ejemplo para esta tesis se siguié la metodologia originalmente propuesta por Hsu (1995).

5.1. Aproximacion de Laplace para Funciones de Densidad

El muestreador propuesto en esta seccién se basa en una aproximaciéon de Laplace de la
funcion verosimilitud, cuando ésta es el kernel de una funcién de densidad. En esta seccion
7(€) representa una funcién de verosimilitud y € una moda de 7(€). Concretamente supon-
gamos que (&) es una funcién no nula y no negativa tal que [ 7(€)d€é < oo y que ademds
tiene segundas derivadas continuas. Entonces la expansion de Taylor de segundo orden para
log (&) esta dada por

g v(6) = ogn(@) + | 57| (6~ )

- e-& [-2rE8] e -9+ rig)

~togn(@) - (6 - &' |- ToEm® (6§

En donde R(£) es el resto o residuo de la aproximacién. Exponenciando en ambos lados se
obtiene que
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(&)~ r@ el —5(6 - & | -T2 (- )

= 7€) exp{—5(€ - &V €~ ),

en donde 5 @ )
N logm(&)|
V|-

Consecuentemente 7(£) puede ser aproximada localmente, en una vecindad de € por un
miltiplo de una densidad normal con parametros & y V. Esta es la base del muestreador
independiente propuesto.

Para cuando ese no es el caso, se han propuesto aproximaciones con distribuciones ¢ multiva-
riadas (para colas pesadas), distribuciones normales 6 ¢t multivariadas asimétricas y mezclas
de ese tipo de distribuciones. En esta tesis, la aproximacion normal de Laplace entregd bue-
nos resultados y se usa en lo que sigue. Las tasas de aceptacion en el algoritmo fueron de
alrededor del 80 %, lo que indica que la distribucién propositiva es una buena aproximacion
de la distribucion objetivo. En el caso, cuando la distribucién propositiva coincide con la
distribucién objetivo la tasa de aceptacién es del 100 por ciento.

5.2. Aproximacion Laplaciana de la Densidad a Posteriori

En esta seccién suponemos que & es un vector de valores reales. Cuando no sea el caso, se
pueden hacer transformaciones mondtonas de los parametros, de tal manera que el vector
de pardametros sea siempre de valores reales.

Para este trabajo se propone que la distribucién a priori sea normal N (g, 2g). Al combinar
la aproximacion de Laplace para la verosimilitud con esta distribucién a priori, es facil ver
que la posterior aproximada resultante estd dada por una distribucién normal N (u, X)), en

donde,

2 — [V—l + 261]71

p=3V '€+ I u
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5.3. Algoritmo Metropolis Hastings para el Modelo de
Regresion Cépula Mixta con Propositiva
Independiente

El muestreador independiente MCMC es un caso especial del algoritmo Metrépolis-Hastings,
en el cual los valores generados por la distribucion propositiva para la cadena de Markov son
independientes entre si, es decir no dependen del estado previo de 8. Aunque la distribucién
propositiva es independiente, el algoritmo define realmente una cadena de Markov debido al
criterio de aceptacién que se utiliza en el algoritmo Metrépolis-Hastings. Para detalles puede
consultarse por ejemplo Tierney (1994).

En esta tesis se propone como distribucion propositiva a la aproximacién Laplaciana de
la distribuciéon posteriori, desarrollada en la seccién anterior. Esta distribucién es facil de
obtener haciendo uso de la estimacién méaximo verosimil y la inversa de la matriz Hessiana
obtenidas del algoritmo BFGS implementado en el paquete optimx de R.

Esta estrategia se ha propuesto debido a que muchos paquetes, incluidos glm y gamlss en-
tregan estimaciones méaximo verosimil de los pardmetros. Por otro lado el usuario puede
decidir entre incorporar informacién a priori 6 no, simplemente definiendo adecuadamente
los parametros de la distribucion a priori.

Este muestreador es mas eficiente que uno clasico con distribuciones propositivas basadas en
caminatas aleatorias. Esto se debe a que por un lado, las muestras propositivas se pueden
obtener en un solo paso a partir de normales multivariadas y por el otro, porque la autoco-
rrelacion tiende a ser muy baja en las cadenas en la medida que las tasas de aceptacion son
altas. En este tipo de algoritmos, si la distribucion propositiva es muy similar a la distri-
bucién objetivo, las tasas de aceptacion son altas. Adicionalmente, el algoritmo no requiere
pardmetros de tunning.

A continuacion se describe el algoritmo para el caso de la distribucién Gamma para el monto
de las reclamaciones. El muestreador requiere de la siguiente informacién para el modelo de
regresion cépula mixta:

» & € RP el vector de p EMV’s de la regresién marginal ya sea Gamma 6 Weibull en la
cépula .

] B € R4, el vector de ¢ EMV’s de la regresion marginal ZTP en la cépula.

= p" € R, el EMV pardmetro de correlacién sin restricciones en la copula, es decir el
propuesto como valor éptimo en el algoritmo BFGS; donde p = Z7(p*) € (=1,1) 6
p =exp(p*) € (0,00) dependiendo de la clase de cépula.
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A

» 6* € R, donde exp(c*) = ¢ > 0, el EMV del pardmetro de dispersién del modelo
marginal Gamma en la Cépula.

. 0= (&, B, 6%, p*) € RPTIT2 o5 el vector de EMV de 6 sin restricciones en los valores

de los pardametros.

= H una aproximacién de la matriz Hessiana obtenida en el procedimiento numDeriv, el
cual es calculado a partir de derivadas numéricas.

(h(didr) h(didz) ... h(did,) h(d@if) h(difs) ... h(dif,) h(did) h(dip)]
h(daady) h(dzds) ... h(dsay,) h(axfi) h(dzfz) ... h(dzf,) h(d2d) h(dap)

K K h(ofpdp) h(ofpﬁil) h(cgpﬁ:Q) h(ngﬁiq h(ozp(:s) h(oipp)

7 — |(Brar)  h(bras) h(Brcp)  h(B161)  h(B1f) h(BrBq)  h(Br6)  R(B2p)
h(Ba2ci1)  h(B2ciz) h(Ba2cip)  h(B281)  h(B22) h(B2By)  h(B20) h(B2p)

h( :qozl) h(ﬁiqdﬁ h(ﬁiqdp) h( :q:l) h(ﬁ:q@2) h( :q:q) h( :qf;) h( :qm
h(éay)  h(ddz) h(da,) h(éﬂ}) h (5@2) h(d Aq) h(éé) h(6p)

| h(par)  h(pd) ... h(pa,)  h(B)  R(B) -.. h(3Gy)  h(pd)  h(pp) |

5.3.1. Distribucion a Priori

1. Informacién Previa:

T0(0) = Npiq12(60, o)

a. A Priori No Informativa:

00 =0p1412; 3o = 10T (1 g42)(prgt2)

b. A Priori Informativa:

0o = (v, By, 65, py) € RPTIT2 son los EMV de los pardmetros de la regresién cépula mixta
con la informacién previa (puede ser informacién de pélizas de afios anteriores o simplemente
informacién extra que pueda ser considerada como informacién a priori). Por otro lado se
puede definir 3y = k - [?—20]_1, k > 1 que corresponde a la matriz de covarianzas estima-
da a partir de la informacién previa multiplicada por una constante mayor que uno, para
introducir un poco de incertidumbre en la a priori.
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2. Informacion Actual

m1(60) = Np1q+2(07,57)

Sk Ak

en donde 8" = (&, A*, 0%, pr) € RPYIT2 5on los EMV de los pardmetros de la regresién cépula

mixta con la informacién actual (conjunto de pélizas del periodo analizado) y $* = [H,] ™

es la matriz de covarianzas obtenida en la estimacion maximo verosimil.

5.3.2. Distribucion Propositiva

La distribucién propositiva es una distribucién normal multivariada que reune la informacién
previa y la actual. Como se mostrd antes, esta distribucion corresponde al producto de
la distribucion a priori con la aproximacién Laplaciana de la verosimilitud. Es decir, la
propositiva es dada por

q(0) = 7(0) * m1(0)
= Nprqr2(00, X0) ¥ Npyqr2(0",37)
= p+q+2(07 Z)

en donde

5.3.3. Distribuciéon a Posteriori

Sea ¥y = (Y1,Ys,--.,Y,) con y, la pareja de observaciones (y;1,y2) v sea L(0 | y,) la
verosimilitud de cada observacién y,. luego, la funciéon de verosimilitud estd dada por

n

LO|y) =][LO]|v),

i=1

La densidad de la distribucion posterior esta dada por

L(0 | y)m(0)
m(y)
en donde m(y) = [ L(0 | y)mo(0)d6. Esta constante no es requerida en el algoritmo y se

(0 |y) =

omite en los cdlculos debido a que se cancela en la fraccién en donde aparece.
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5.3.4. Esquema del Algoritmo Propuesto

1. Paso 1. Como valor inicial de la cadena se puede tomar la estimacion maximo verosimil
de 6. Es practico, pero no requerido realmente.

2. Paso k+ 1. Supéngase que ya se han generado las primeras k muestras. Sea 0% el valor
de la cadena en el paso k. Genere un vector candidato 6 a partir de la distribucién
propositiva q.

o (=(0"]y)/q(6")
3. Calcule @ = min {L m(0%|y)/q(6%) }

4. Si o > 1, acepte 0*, es decir 8" = 0*. Si a < 1 acepte 6* con probabilidad «. Esto
significa: genere un nimero aleatorio u ~ U(0, 1). Si @ > u acepte 8. En caso contrario
ok—‘rl 0k

En realidad los valores candidatos pueden ser generados todos desde el comienzo. Dentro del
algoritmo se van tomando uno por uno.

5.4. Intervalo de Credibilidad

Sea @ = (6,...0;,...,0;)". Un intervalo de credibilidad de (1 — a) x 100 % para 6; es un

intervalo I = [I,u] tal que :

1—a<P(I|y)= [ x| y)d

Esta definicién es interpretada como la probabilidad de que 0 esté en I dado un conjunto
de observaciones y es al menos 1 — . Los detalles pueden ser encontrados en Carlin & Louis
(2008). En la préctica, lo usual es calcular intervalos de 95% de credibilidad basados en
los cuantiles 2.5 y 97.5 de la muestra obtenida con el muestreador Bayesiano. Cuando la a
priori es no informativa, los intervalos de confianza y los de credibilidad coinciden. En caso
contrario, el intervalo de credibilidad es mas pequeno y consecuentemente la estimacion por
intervalo de los parametros resulta mas precisa.

5.5. Estimacion de la Pérdida Total a Posteriori

La prediccion de la pérdida para cada poliza puede ser obtenida con la funcién de densidad
de la pérdida de la seccion 3.4. Sin embargo, es considerablemente dispendioso calcular la
pérdida para cada péliza dado el vector de parametros 0" estimados en cada iteracion k.
Por tanto las predicciones de la pérdida se realizaron como sigue.

Para cada pdliza i, = 1,...,n, se realiza una simulacién de los pagos total por reclamacio-
nes y del nimero de reclamaciones mediante simulaciéon de Monte Carlo generando muestras
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aleatorias ylgl) y yz(Q) correlacionadas a través de la cépula, con parametro de asociacion

p®): donde a®, o®) 3" v o) corresponden a la muestra de la distribucién a posterio-
ri de los parametros del modelo obtenidos en cada iteracién £ = 1,..., K del algoritmo
Metrépolis-Hastings con distribucion propositiva independiente. El procedimiento para ge-
nerar las muestras yff ) y yg ) puede realizarse con la funcién simulate_regression_data del
paquete CopulaRegression en R, el cual considera diferentes clases de copulas y marginales
Gamma y ZTP, los detalles del algoritmo de simulacién de una céopula Gaussiana mixta pue-
de ser consultado en la pagina 10, algoritmo 2 de Czado et al. (2012). Para otras marginales,
por ejemplo con la marginal Weibull, se debe implementar la simulacién de las variables

respuesta correlacionadas siguiendo el mismo esquema del algoritmo 2 como sigue:

Parai=1,2,...,nyk=1,2,.... K

Pasol. Genere una muestra yz1 de Gy, (ya | ,uZ , o))
Paso2. Parar =0,1,...,r* calcular
k k
=fyialvia (Y2 = 7 | yzl ,u( Lo A0, )

—h, (G (U | 1P, 0™, Gy (wia | A)) = (G, (08 | 1) 0™, Gy (i — 11 AM))

donde Drx 2 €Y Pre1 <€, € € (07 1)

Paso3. Genere una muestra yg ) de {0,1,...,7*} con probabilidad
P(Yo=71)=p, pararc{0,1,...,7*}

La pérdida total T*) = > yz(f ) en cada iteracién k es una muestra aleatoria de la distribu-
cion a posteriori de la pérdida total, con lo cual se pueden construir intervalos de credibilidad
y calcular la estimacion de la pérdida total como sigue:

1 &
T:?ZT(’“)

k=1



6. Evaluacion de Modelos Basada en su
Poder Predictivo

En la literatura existen pruebas de bondad de ajuste para determinar el ajuste de distri-
buciones basadas en cépulas aplicadas a conjuntos de datos multivariados. Estas pruebas
no aplican a problemas de regresiéon basados en copulas, como los estudiados en esta tesis,
debido a que cada observacién proviene de una distribucion de la misma familia pero con
parametros diferentes. En este capitulo se presenta un test Bayesiano para evaluar la bondad
de ajuste de un modelo basado en el poder predictivo del mismo.

Concretamente, asumiremos que las observaciones estan divididas en dos grupos. El primer
grupo es denotado por wo, y cada observacién particular es un vector denotado por =o;,
1 = 1,2,...,n;. Este grupo de observaciones es usado para obtener las estimaciones del
vector de pardametros, el cual denotaremos por 8. La distribucién posterior de 8 dado wo
serd denotada por 7(0|zo) 6 simplemente () cuando no haya lugar a confusién. Por otro
lado, w sera el segundo grupo de observaciones en el cual cada observacién particular es un
vector denotado por w;, 2 = 1,2, ..., ns. Este grupo no es usado en el proceso de estimacién,
pero serda usado para evaluar la bondad de ajuste del modelo en evaluacion.

Los datos completos son denotados por y, es decir, y = (oo, w). En particular, la i-ésima
observacion de la i-ésima variable aleatoria Y;, i = 1,2,...,n; + ng en la muestra es y,. Sea
X la matriz de variables explicativas de los datos completos y. X; denota la i-ésima fila de
X asociada con la observacion y;.

6.1. Densidad Predictiva

El término densidad predictiva fue introducido por Gutman (1967) y formalizado por Rubin
(1984). Dados los valores observados zo, la densidad predictiva de un vector no observado
W, es definida como:

La ultima ecuacién es obtenida bajo el supuesto de que condicionando en 8, W, y =@ son

f(Wilw) =

independientes. Atun mas, si W es una matriz de datos no observados, esto es, cada fila es
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un vector no observado W, la densidad predictiva de W dado = esta dada por

(W) = / (W10, X )(8])do. (6-2)

Bajo el supuesto de independencia condicional dado € se tiene que

rwio.x) = [[/w.jo, x) ©3)

donde ny es el numero de vectores W ;. La densidad predictiva asociada con los datos parti-
culares w esta dada por

f(w|w) = / f(w]0, X)7(0]=)d6. (6-4)

En estadistica Bayesiana, varios autores tales como Box (1980) y Gelfand, Dey & Chang
(1992) propusieron tests para evaluar la adecuacién de un modelo basado en las densidades
predictivas dadas por 6-2 y 6-4.

6.2. Ajuste del Modelo

Para evaluar el ajuste de un modelo a un conjunto de datos Box (1980) propuso evaluar la
distribucion predictiva f(w|zo) usando la distribucion predictiva de referencia f(W|6, X).
En particular Box propuso calcular la probabilidad p(g(w)|zo) de alguna funcién de chequeo
g(W;w). Siguiendo la idea de Box (1980), Gelfand et al. (1992) y Carlin & Louis (2008)
propusieron varias funciones de chequeo. En este sentido, se seleccioné una funcién de che-
queo basado en el estadistico de discrepancia R(W) = —2log f(W|wo). La idea de usar
medidas de discrepancias fue inicialmente introducida por Gelman, Meng & Stern (1996) y
posteriormente en Gelman et al. (2014).

La idea principal propuesta por los diferentes autores es obtener una muestra de la densidad
predictiva de referencia f(W|@, X)) y detectar si los datos w son plausibles para la densidad
de referencia, al usar la densidad predictiva de referencia f(w|zo). Siguiendo la nomenclatura
de Box (1980) y Gelfand et al. (1992), y usando el estadistico de discrepancia R propuesto
por Gelman et al. (1996), se construyé el test de bondad de ajuste como sigue.

El estadistico de chequeo es definido como

9W;w) = Ip,(W), (6-5)
donde B, = {w: R(W) < R(w)}.

La decision estadistica estd basada en el valor de ¢, definido como
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tw = Elg(W;w)|w]
- / / (W) f(W)0, X)(8]e)d0dW
— P(B.).

Valores de t,, cercanos a 0.5 confirman que el modelo ajusta bien los datos.

6.3. Calculo de la Estadistica de Ajuste

Sea S = {6" k =1,... K} una muestra aleatoria de 7 (8|w).

1. Para cada valor de %) € S, obtener una muestra W% de f(W |0, X).Por lo ante-
rior, la pareja (8%), W*®)) es una muestra conjunta de f(W0, X)7(8|w).

2. Calcular t, = + SE L g(W® W),

6.4. Comparacion de Modelos. Criterio DIC

El criterio de informacién de la deviance (DIC) es una estadistica propuesta por Spiegelhalter,
Best, Carlin & Van Der Linde (2002) la cual se basa en la distribucién posterior del modelo.
Dado que la log-verosimilitud del modelo dada por L(0) = log f(zo | 0) es una medida de
ajuste del modelo a los datos, la deviance definida como D(0) = —2log(f(zo | 0)), es una
medida de discrepancia entre el modelo y los datos. Las medidas de discrepancia entre el
modelo y los datos se usan para seleccionar modelos candidatos.

En la seleccién de modelos se comparan aquellos que son factibles para el problema, en el
sentido que ajustan bien los datos. No obstante lo anterior, dado que al aumentar el nimero
de parametros en general el modelo debe mejorar el ajuste, se busca una negociacion entre
la discrepancia y el nimero de parametros, penalizando la deviance con una funciéon del
nimero de parametros.

En general las medidas de discrepancia se diferencian en la forma como la deviance es
penalizada. Un modelo es preferido cuando tiene la menor medida de discrepancia entre los
modelos candidatos. Las medidas de discrepancia (Disc) se definen de manera genérica como

Disc = D(0) + p,

en donde p es la penalizacién basado en el nimero de parametros. Para el criterio de infor-
macién Bayesiano (BIC) p = K X logn, en donde K es el nimero de pardmetros y n es el



6.5 Calculo del DIC 45

nimero de observaciones. En el criterio de informacién de Akaike (AIC) p =2 x K. En el
DIC p = pp, llamado niimero efectivo de parametros el cual se define a continuacion.

El DIC refleja el ajuste de los datos en un modelo por la esperanza posterior del deviance
D(0) = Eg\[D(0)] y la complejidad de un modelo por el niimero efectivo de parametros pp
definido como

Pp = Eoj[D(0)] — D(Eg|0])

El DIC es entonces definido como

DIC = D(0) + pp

6.5. Calculo del DIC

El calculo del DIC dado una muestra MCMC (Markov Chain Monte Carlo) de la distribucién
posterior de los pardmetros es como sigue:

Sea S = {O(k), k=1,..., K} una muestra aleatoria de m(0|wo), tal que

D(6) = % > D) y 6= 435, 6@

Luego, el DIC= 2D(6) — D(0). Modelos con los menores valores del DIC indican modelos
plausibles para el ajuste de los datos. En particular el modelo con menor DIC es un mejor
modelo, si se usa este criterio para seleccionar uno entre varios posibles modelos.



7. Simulacidn y Analisis de Resultados

7.1. Simulacién Portafolio de Seguros de Automdviles

Se simularon 20.000 pdlizas del seguro de automoviles con las mismas caracteristicas del
portafolio estudiado en Czado et al. (2012). Para esto se generaron muestras aleatorias de
las categorias de agregacién de cada covariable, las probabilidades asignadas a cada categoria
y la descripcion de las variables se pueden encontrar en el apéndice A de Kastenmeier (2008)
y en el Apéndice C.1 y en la tabla 7-1 de esta tesis.

La matriz de diseno X en el modelo de regresion para los pagos por reclamaciones (Gam-
ma, Weibull, Log normal) queda conformada por 32 variables dicotémicas (no se incluye la
variable género), el intercepto y los pardmetros adicionales segin la distribucién utilizada.
En el caso de los modelos Gamma y Weibull son un total de 34 parametros a estimar inclu-
yendo el de dispersion. La matriz de diseno Z para el modelo de regresién Poisson truncado
en cero, queda conformada por 33 variables dicotomicas y el intercepto, con un total de 34
parametros a estimar.

En total son 69 parametros (en general) que se deben estimar en la c6pula mixta: los pardme-
tros de regresion de las marginales, los parametros adicionales de las distribuciones y el
pardmetro de la cépula (pardmetro de asociacion).

Nombre de la Variable Descripcién
rcl clase regional

premrate prima

deductible deducible

age edad del conductor

drivdist distancia recorrida por ano
(en 1000 km)

constyear ano del vehiculo
gender género

Tabla 7-1.: Descripcion de las variables del Portafolio simulado.
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7.2. Simulacién de los Pagos por Reclamaciones y el
Ndmero de Reclamaciones

Por facilidad en esta seccién se describe la simulacién usando el modelo Gamma. Los demas
casos son analogos. La generacion de variables aleatorias para el nimero de reclamaciones y
el pago por reclamaciones se obtuvieron a través de una simulacién de variables aleatorias
Poisson truncado en cero y Gamma correlacionadas. El procedimiento general para simular
coOpulas bivariadas esta basado en el esquema de muestreo condicional de copulas bivariadas,
el cual corresponde al algoritmo 1,2 de Mai & Scherer (2012). En esta tesis se usé el algoritmo
2 de Czado et al. (2012), el cual se describié en el capitulo anterior.

Para esta aplicacién las variables respuesta pago por reclamaciones! y niimero de reclamacio-
nes fueron obtenidas con el procedimiento programado en la funcién simulate_regression_data
del paquete CopulaRegression en R el cual genera muestras aleatorias de dos variables alea-
torias, una discreta con distribucién Poisson truncado en cero y otra continua Gamma corre-
lacionados a través de una cépula mixta dados los parametros de las regresiones marginales,
la exposicién, el parametro de dispersién o del modelo Gamma, las matrices de diseno de ca-
da regresion y un 7 de Kendall que corresponde a la transformacion arcoseno del parametro
de asociacién p mediante la relacién 7 = 2sin™!(p).

Los parametros usados en esta simulacién fueron tomados de los resultados de Czado et al.
(2012), donde analizaron un portafolio de seguros de vehiculos de Alemania, en este caso
tomamos los parametros estimados en el modelamiento conjunto mediante un modelo de
regresion copula mixta. Estos pardametros se muestran en las Tablas 6 y 7 del articulo en
mencion y en la tablas 7-4 y 7-5 de esta tesis. Para el parametro de correlacion de la cépula
se tomo arbitrariamente un valor de p = 0,25, que corresponde a un 7 = 0,1608612.

Las medidas de resumen para el nimero de reclamaciones y pagos de la base de datos obte-
nida en la simulacién (Tabla 7-2) son coherentes con los resultados en la Tabla 4 en Czado
et al. (2012), los cuales corresponden al conjunto de datos original antes de ser agregados
por covariables.

Pélizas Individuales

Pago por reclamaciones Min. P.os Mediana Promedio Py Max
12.34 2732.00 5087 6307 8576 44410
Ntumero de reclamaciones 1 2 3 4 5

0.91585 0.07795  0.00570 0.00045 0.00005

Tabla 7-2.: Medidas de resumen del pago por reclamacién y el nimero de reclamaciones
simulados.

len la moneda Deutsche Mark(DM)
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7.3. Recuperacion Maximo Verosimil de los Parametros

Todos los codigos R utilizados para obtener los resultados referenciados en esta seccién
pueden consultarse en el Apéndice C.2.

Para la estimacién de los parametros se usé como principal herramienta el algoritmo BFGS
implementado en el paquete optimz y descrito en el capitulo 4. Se obtuvieron los siguientes
valores iniciales:

1.Valores iniciales de los parametros del modelo marginal Gamma.

Son los EMV para « y o obtenidos en la regresiéon marginal Gamma, calculados con el
paquete glm de R. Se usa el enlace logaritmo natural, por lo que se tiene que In(y;) = zlc.
Para las demas distribuciones, los valores iniciales se obtuvieron de la regresién marginal
correspondiente haciendo uso del paquete gamlss de R, mencionado arriba.

2. Valores iniciales de los parametros del modelo marginal Poisson truncado en
cero.

Los valores iniciales son los EMV obtenidos en la regresion independiente Poisson truncada
en cero (ZTP) con In()\;) = z!3. Las estimaciones fueron obtenidas al maximizar el logaritmo
de la funcién de verosimilitud de una distribucién Poisson Truncada en cero (ZTP) con el
método de optimizacién BFGS del paquete optimz. Los valores iniciales para el modelo
Z'TP, son los EMV obtenidos en el MLG Poisson clasico, usando el paquete glm de R.

3. Valores Iniciales Cépula Mixta Gaussiana.

Los valores iniciales son los obtenidos en el paso 1 y 2, para el parametro de asociacion se
escoge un valor arbitrario inicial pp=0.1. Los resultados de las estimaciones de los modelos de
regresion independientes y el modelo de regresion copula mixta, se encuentran en las tablas
7-4y 7-5 .

Segun los resultados del test KKT del algoritmo BFGS, el gradiente es pequeno y la matriz
Hessiana es definida positiva, este procedimiento también fue usado en el trabajo de Kramer
et al. (2013) en lugar del algoritmo de maximizacién por partes de Czado et al. (2012). La
aproximacién de la matriz Hessiana es obtenida mediante derivadas numéricas en la funcién
optimz, la cual es usada para calcular los errores estandar de los parametros.

Los parametros estimados para el modelo marginal Gamma y ZTP del modelo de regresién
cépula mixta recuperaron bien los valores originales, lo que muestra que el algoritmo BFGS
del procedimiento optimx tiene un buen desempeno, dados los controles suministrados en los
parametros para estabilizarlo numéricamente. La diferencia entre el valor de los parametros
simulados y los recuperados en el modelo conjunto esta en la columna diferencia en las
tablas 7-4 y 7-5 respectivamente. Por otro lado; también obtuvo una buena recuperacién
del pardametro de asociacion (tabla 7-3).
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p simul. EMV  Error Est.  Valor t Valor p
p 0.25 0.2631744 0.01314403 20.02235 7.419903e-88

Tabla 7-3.: EMV del parametro de la cépula mixta: Portafolio simulado.

Modelo Independiente Gamma Regresién Copula Mixta
a simul. EMV Error Est.  Pr(>[t]) | EMV Error Est.  Pr(>|t|) Diferencia
Intercepto | 8.1357000  8.0241302 0.0501872 0.0000000 | 8.0272120  0.0500739 0.0000000  0.1084880
rcld.0 | 0.0144000  0.0490304 0.0264025 0.0633062 | 0.0476892  0.0263992 0.0708606 -0.0332892
rcld.1 | -0.0132000  0.0212101  0.0239645 0.3761217 | 0.0215397  0.0239694 0.3688580 -0.0347397
rcld.2 | 0.0491000  0.0614690 0.0211757 0.0036984 | 0.0610867  0.0211743 0.0039191 -0.0119867
rcld.3 | 0.1520000  0.1638643 0.0201253 0.0000000 | 0.1636805  0.0201300 0.0000000 -0.0116805
reld.4 | 0.1251000  0.1369549  0.0214195 0.0000000 | 0.1359906  0.0214184 0.0000000 -0.0108906
reld.6 | 0.1118000  0.1160472 0.0216016 0.0000001 | 0.1163408  0.0216093 0.0000001 -0.0045408
reld.7 | 0.1646000  0.1268103  0.0303430 0.0000293 | 0.1256591  0.0303390 0.0000346  0.0389409
premrate.0 | 0.1268000  0.1764063 0.0201509 0.0000000 | 0.1768087  0.0201381 0.0000000 -0.0500087
premrate.l | 0.0804000  0.1157099 0.0206880 0.0000000 | 0.1156543  0.0206697 0.0000000 -0.0352543
premrate.2 | 0.1656000  0.1831357 0.0236288 0.0000000 | 0.1825352  0.0236246 0.0000000 -0.0169352
premrate.3 | 0.2505000  0.2507222 0.0246813 0.0000000 | 0.2497556  0.0246649 0.0000000  0.0007444
premrate.5 | 0.2903000  0.3074768 0.0300199 0.0000000 | 0.3065675  0.0300131 0.0000000 -0.0162675
premrate.6 | 0.3961000  0.4511509 0.0439773 0.0000000 | 0.4493420  0.0439460 0.0000000 -0.0532420
deductd.1 | 0.2169000  0.2646965 0.0366932 0.0000000 | 0.2650732  0.0366889 0.0000000 -0.0481732
deductd.2 | 0.2946000  0.3138779 0.0319776 0.0000000 | 0.3135656  0.0319765 0.0000000 -0.0189656
deductd.3 | 0.3560000  0.3683990 0.0336004 0.0000000 | 0.3676105  0.0335998 0.0000000 -0.0116105
deductd.4 | 0.3498000  0.3492515 0.0523427 0.0000000 | 0.3489231  0.0523550 0.0000000  0.0008769
Drivdistd.1 | 0.0292000  0.0341779 0.0155730 0.0281854 | 0.0335704  0.0155632 0.0310143 -0.0043704
Drivdistd.2 | 0.0297000  0.0626731 0.0184236 0.0006695 | 0.0622321  0.0184150 0.0007278 -0.0325321
Drivdistd.3 | 0.0577000  0.0540614 0.0154211 0.0004554 | 0.0536287  0.0154161 0.0005049  0.0040713
Drivdistd.4 | 0.0509000  0.0544476 0.0173326 0.0016817 | 0.0550590  0.0173290 0.0014889 -0.0041590
age.25.30. | -0.0518000  0.0047864 0.0333943 0.8860290 | 0.0031374  0.0334007 0.9251641 -0.0549374
age.30.35. | -0.0744000 -0.0154840 0.0316937 0.6251600 | -0.0179291 0.0316924 0.5715891 -0.0564709
age.35.40. | -0.0349000 -0.0048161 0.0310841 0.8768717 | -0.0066555 0.0310819 0.8304495 -0.0282445
age.40.50. | -0.0135000  0.0419297 0.0298807 0.1605456 | 0.0409514  0.0298857 0.1706194 -0.0544514
age.50 | -0.0916000 -0.0318170 0.0291459 0.2749884 | -0.0337593  0.0291489 0.2468090 -0.0578407
Constyeard.1 | 0.0768000  0.0582305 0.0226627 0.0101862 | 0.0581027  0.0226609 0.0103542  0.0186973
Constyeard.2 | 0.1078000  0.0952240 0.0207069 0.0000043 | 0.0933611  0.0206905 0.0000065  0.0144389
Constyeard.3 | 0.1151000  0.1307673  0.0202700 0.0000000 | 0.1305618  0.0202645 0.0000000 -0.0154618
Constyeard.4 | 0.1272000  0.1270907 0.0190514 0.0000000 | 0.1270871  0.0190395 0.0000000  0.0001129
Constyeard.5 | 0.1814000  0.1603986 0.0192530 0.0000000 | 0.1605283  0.0192461 0.0000000  0.0208717
Constyeard.6 | 0.2140000  0.2147901 0.0235665 0.0000000 | 0.2146509  0.0235638 0.0000000 -0.0006509
o | 0.5904 0.5849236 0.5849357 0.009189 0 0.0054643

Tabla 7-4.: EMV de a en el modelo Gamma independiente y en el modelo de regresion
cépula mixta: Portafolio simulado.
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‘ Modelo Independiente ZTP Regresion Copula Mixta
B simul. EMV Error Est.  Pr(>[t]) | EMV Error Est.  Pr(>[t|]) Diferencia
Intercepto | -2.2503000 -2.4723211 0.2661608 0.0000000 | -2.4025942 0.2626155 0.0000000  0.1522942
rcld.0 | 0.2193000  0.2262948 0.1253175 0.0709691 | 0.1923859  0.1246830 0.1228467  0.0269141
rcld.1 | 0.3970000  0.3798731 0.1103879 0.0005802 | 0.3607849  0.1091878 0.0009539  0.0362151
rcld.2 | 0.4931000  0.5004128 0.0981490 0.0000003 | 0.4761519  0.0971403 0.0000010  0.0169481
rcld.3 | 0.4230000  0.4142657 0.0958906 0.0000157 | 0.3899432  0.0948194 0.0000393  0.0330568
rcld.4 | 0.3092000  0.1858170 0.1044617 0.0752870 | 0.1533723  0.1035650 0.1386418  0.1558277
rcld.6 | 0.3992000  0.4284377 0.1008354 0.0000216 | 0.4049412  0.0997720 0.0000495 -0.0057412
rcld.7 | -0.1357000 -0.2968110 0.1726095 0.0855295 | -0.3316530 0.1719144 0.0537232  0.1959530
premrate.0 | -0.1149000 -0.1367032 0.0720586 0.0578276 | -0.1322170 0.0717267 0.0652936 0.0173170
premrate.l | -0.6478000 -0.6065388 0.0805451 0.0000000 | -0.6010703 0.0801402 0.0000000 -0.0467297
premrate.2 | -0.6593000 -0.5886679 0.0978237 0.0000000 | -0.5791040 0.0973047 0.0000000 -0.0801960
premrate.3 | -0.5707000 -0.5789478 0.1022625 0.0000000 | -0.5867497 0.1021828 0.0000000  0.0160497
premrate.5 | -0.7400000 -0.7296417 0.1404875 0.0000002 | -0.7351076 0.1403042 0.0000002 -0.0048924
premrate.6 | -0.8177000 -0.8263887 0.2301060 0.0003298 | -0.8538631 0.2310386 0.0002198  0.0361631
deductd.1 | 0.2503000  0.2539476 0.2225321 0.2538117 | 0.2608382  0.2196453 0.2350275 -0.0105382
deductd.2 | 0.9658000  0.9483154 0.1961948 0.0000014 | 0.9404239  0.1935697 0.0000012 0.0253761
deductd.3 | 0.3459000  0.4194843 0.2045559 0.0403085 | 0.4009703  0.2020450 0.0472071 -0.0550703
deductd.4 | -1.1229000 -1.2363281 0.5354393 0.0209539 | -1.2321126  0.5335203 0.0209315 0.1092126
Drivdistd.1 | -0.0799000 -0.0792758 0.0645893 0.2196935 | -0.0832156 0.0642799 0.1954791  0.0033156
Drivdistd.2 | -0.3224000 -0.4436711 0.0886438 0.0000006 | -0.4493591 0.0882271 0.0000004  0.1269591
Drivdistd.3 | -0.0295000  0.0241116 0.0622944 0.6987171 | 0.0221600  0.0619235 0.7204512 -0.0516600
Drivdistd.4 | -0.1551000 -0.2092534 0.0758720 0.0058213 | -0.2005883 0.0751337 0.0075969  0.0454883
age.25.30. | -0.0878000 0.1680134 0.1542630 0.2761071 | 0.1325981  0.1528697 0.3857371 -0.2203981
age.30.35. | -0.1587000  0.0701002 0.1491712 0.6384091 | 0.0405596  0.1477598 0.7837060 -0.1992596
age.35.40. | 0.0404000  0.2505543 0.1441194 0.0821349 | 0.2290754  0.1425781 0.1081433 -0.1886754
age.40.50. | -0.0140000  0.2244043 0.1398057 0.1084842 | 0.2077701  0.1382501 0.1328918 -0.2217701
age.b0 | -0.0535000  0.2321425 0.1369225 0.0900094 | 0.2068113  0.1354276 0.1267525 -0.2603113
Constyeard.1 | -0.1198000 -0.0987908 0.1021175 0.3333445 | -0.1131037 0.1011867 0.2636777 -0.0066963
Constyeard.2 | -0.0626000  0.0245990 0.0901770 0.7850204 | -0.0018466 0.0896631 0.9835689 -0.0607534
Constyeard.3 | -0.0193000  0.0022981  0.0886123 0.9793097 | -0.0200949 0.0879293 0.8192327  0.0007949
Constyeard.4 | 0.0420000  0.0765816 0.0818404 0.3494166 | 0.0599468  0.0810785 0.4596923 -0.0179468
Constyeard.5 | 0.0367000  0.0067710 0.0836088 0.9354548 | -0.0081139 0.0828325 0.9219682  0.0448139
Constyeard.6 | 0.1354000  0.2507476  0.0947900 0.0081684 | 0.2231419  0.0941011 0.0177351 -0.0877419
Gender M | 0.2960000  0.2939739 0.0519272 0.0000000 | 0.2933539  0.0511190 0.0000000  0.0026461

Tabla 7-5.: EMV de 3 en el modelo Poisson truncado en cero independiente y en el modelo
de regresion copula mixta: Portafolio simulado.

7.4. Recuperacion Bayesiana de los Parametros

La base de datos que contiene la informacién del portafolio simulado fue dividida en dos par-
tes aleatoriamente, una de ellas representara la informacién previa, la cual esta conformada
por 11000 registros mientras que la otra parte representa la informacion actual y esta con-
formada por 9000 registros. Para cada una de ellas se estimaron los parametros del modelo
de regresion copula mixta con el algoritmo BFGS.

Como se explico en el Capitulo 5, se propone una distribucién propositiva Np+q+2(§, 3). Se
realizo un analisis con distribuciones a priori no informativa e informativa como se muestra
a continuacién. El codigo en R utilizado para obtener los resultados referenciados en esta
seccién pueden consultarse en el Apéndice C.3.
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7.4.1. Resultados Simulacion: A Priori no Informativa

Los resultados estan basados en 3400 iteraciones del muestreador independiente Metropolis-
Hastings basado en una aproximacion Laplaciana de la distribucion posterior. De acuerdo al
test de tamano efectivo 6 test effectiveSize del paquete coda en R (Plummer, Best, Cowles,
Vines, Sarkar, Bates, Almond & Plummer (2005)), 3400 es un tamano de muestra suficiente
puesto que es mayor a los propuestos en el test para cada parametro, los cuales estan entre
1552 hasta 2188.

Luego de chequear algunos diagnédsticos graficos del paquete coda para explorar la conver-
gencia de los promedios con el grifico de la funcién de distribucién acumulada (fda) empirica
de la cadena (funcién cumuplot), el comportamiento convergente 6 la tendencia de la cadena
hacia el valor real (funcién traceplot) y la dependencia entre los estados de los pardmetros
en cada iteracién mediante el grafico de autocorrelaciéon (funcién autocorr), se pudo ob-
servar una buena mezcla en las cadenas de cada parametro, una fda empirica estable y la
autocorrelacion alrededor de cero.

Se realizé también un test de convergencia de la cadena de cada pardmetro para confirmar
lo observado graficamente, mediante el test diagndstico Heidelberger-Welch, indicando que
en cada caso la cadena converge a una distribucién estacionaria con un nivel de significancia
de 0.05. Como las cadenas exhiben un buen comportamiento no se descartaron muestras.

La muestra obtenida en la cadena obtuvo una tasa de aceptacion de 0.6804002, la cual es
relativamente alta; con otras muestras se obtuvieron tasas de aceptacién entre el 0.64 y 0.7.
Se puede observar que la esperanza a posteriori y su respectivo error estdndar (tabla 7-6)
para cada parametro son muy aproximados al valor del EMV obtenido con la informacién de
todo el portafolio simulado y su respectivo error estandar. Esta es una prueba de la buena
aproximacién de la distribucion posterior obtenida con el muestreador propuesto en esta
tesis.

De los 69 parametros considerados en la simulacién (pardametros verdaderos) con el modelo de
regresién copula mixta, sélo 3 no estaban incluidos en su respectivo intervalo de confianza

del 95% estimados, mientras que 2 no estuvieron incluidos en el respectivo intervalo de
credibilidad.

En la tabla 7-6 (columnas 5 a 8) se muestran los intervalos de confianza del 95% y los
intervalos de credibilidad del 95% y en la tabla A-1, la longitud de cada intervalo de los
parametros obtenidos con el muestreador con una a priori no informativa. Aunque las lon-
gitudes son similares, se puede observar que las longitudes correspondientes a los intervalos
de credibilidad son ligeramente mas estrechos.

Con una distribucién a priori no informativa, la pérdida total predicha obtenida con el grupo
de pdlizas simuladas que representa la informacién actual es de 69.360.015 con una desviacion
estandar de 619480, su respectivo intervalo de credibilidad del 95 % es (68,144,707, 70,588,211)
y la pérdida total del portafolio simulado es de 69.501.372. Se puede notar que la pérdida



52 7 Simulacién y Andlisis de Resultados

total estimada es muy cercana al verdadero valor y que estd contenida en el intervalo de

credibilidad.

7.4.2. Resultados Simulacion: A Priori Informativa

De igual manera que con una a priori no informativa, se generé una cadena con 3400 itera-
ciones, el test de tamano efectivo para cada parametro propuso un tamano de muestra entre
1379 y 2000, por tanto 3400 es suficiente para obtener convergencia en la cadena, obteniendo
una tasa de aceptacion alta de 0.7115951.

El test Heidelberger-Welch indicé que la muestra de la distribuciéon propositiva proviene de
una distribucién estacionaria y graficamente también se observé un buen comportamiento
convergente de la cadena, este es un resultado coherente con un muestreador con distribucién
propositiva independiente, por tanto no se requiere descartar ninguna muestra.

En las tablas 7-7 y 7-8, se muestran los valores de los parametros simulados y la esperanza
a posteriori para cada parametro. Se puede observar que al incorporar informacién se recu-
pera el valor de los parametros cuando se realiz6 la estimacion con toda la informacion del
portafolio desde la perspectiva frecuentista, lo cual es 1til cuando se quiera mediar entre la
experiencia previa y la actual. Ademds se puede observar que la longitud del intervalo de
credibilidad con una a priori informativa (tabla A-1) es méas estrecho que el intervalo de
confianza estimado con toda la informacion del portafolio y los intervalos de confianza de la
informacion actual y previa, mejorando la calidad de los intervalos de credibilidad como era
de esperarse.

Con una distribucién a priori informativa la prediccién para la pérdida total es de 69.361.558
+ 618757, su respectivo intervalo de credibilidad del 95 % es (68.120.332, 70.543.144) y la

pérdida total del portafolio (Informacién actual) es de 69.501.372, aqui la pérdida total
predicha es muy cercana al verdadero valor y esta contenida en el intervalo de credibilidad.
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Pardmetros EMV Esperanza Desv. Est. Int. Credib.Inf  Int. Credib.sup  IC.inf IC.sup
Simulacién  Portafolio Completo A Posteriori A priori No Info. A priori No Info. EMV  EMV

ay 8.1357 8.0272 8.0272 0.0520 7.9295 8.1310 7.9290 8.1254
o) 0.0144 0.0477 0.0474 0.0259 -0.0008 0.0990 -0.0040 0.0994
s -0.0132 0.0215 0.0213 0.0243 -0.0265 0.0683 -0.0254  0.0685
Qy 0.0491 0.0611 0.0612 0.0210 0.0214 0.1025 0.0196  0.1023
s 0.1520 0.1637 0.1639 0.0199 0.1277 0.2029 0.1242  0.2031
g 0.1251 0.1360 0.1369 0.0215 0.0958 0.1785  0.0940 0.1779
ar 0.1118 0.1163 0.1167 0.0215 0.0762 0.1577  0.0739  0.1587
ag 0.1646 0.1257 0.1263 0.0293 0.0738 0.1847 0.0662 0.1851
Qg 0.1268 0.1768 0.1767 0.0197 0.1402 0.2158 0.1373  0.2163
g 0.0804 0.1157 0.1159 0.0209 0.0733 0.1538 0.0751  0.1562
Qaqy 0.1656 0.1825 0.1837 0.0229 0.1351 0.2254  0.1362  0.2288
a2 0.2505 0.2498 0.2508 0.0242 0.2075 0.3048  0.2014  0.2981
a3 0.2903 0.3066 0.3076 0.0302 0.2498 0.3669  0.2477  0.3653
Qg 0.3961 0.4493 0.4508 0.0439 0.3684 0.5340  0.3632  0.5355
Qi 0.2169 0.2651 0.2653 0.0368 0.1936 0.3357  0.1932  0.3369
Qi 0.2946 0.3136 0.3133 0.0318 0.2525 0.3789  0.2509  0.3762
a7 0.3560 0.3676 0.3674 0.0335 0.3001 0.4334 0.3018 0.4335
Qg 0.3498 0.3489 0.3501 0.0527 0.2455 0.4528  0.2463  0.4515
Qg 0.0292 0.0336 0.0330 0.0157 0.0049 0.0658 0.0031  0.0641
a2 0.0297 0.0622 0.0620 0.0188 0.0277 0.1015 0.0261  0.0983
sy 0.0577 0.0536 0.0531 0.0159 0.0215 0.0819  0.0234  0.0838
o) 0.0509 0.0551 0.0549 0.0172 0.0223 0.0893  0.0211  0.0890
Qg -0.0518 0.0031 0.0043 0.0330 -0.0550 0.0701 -0.0623  0.0686
Qg -0.0744 -0.0179 -0.0178 0.0315 -0.0800 0.0404 -0.0800  0.0442
Qs -0.0349 -0.0067 -0.0073 0.0314 -0.0707 0.0531 -0.0676  0.0543
Qg -0.0135 0.0410 0.0403 0.0304 -0.0228 0.0960 -0.0176  0.0995
Qo7 -0.0916 -0.0338 -0.0337 0.0291 -0.0918 0.0235 -0.0909 0.0234
Quog 0.0768 0.0581 0.0591 0.0225 0.0163 0.1061 0.0136  0.1025
Q9 0.1078 0.0934 0.0944 0.0210 0.0518 0.1328  0.0528  0.1339
Q3o 0.1151 0.1306 0.1309 0.0202 0.0934 0.1721  0.0908  0.1703
a3y 0.1272 0.1271 0.1273 0.0189 0.0909 0.1635  0.0897 0.1644
Qg 0.1814 0.1605 0.1602 0.0195 0.1220 0.1978  0.1228  0.1982
Qs 0.2140 0.2147 0.2143 0.0229 0.1709 0.2593  0.1684  0.2608
B1 -2.2503 -2.4026 -2.4391 0.2606 -2.8891 -1.9056 -2.9173 -1.8879
o 0.2193 0.1924 0.1960 0.1252 -0.0478 0.4316 -0.0519 0.4368
3 0.3970 0.3608 0.3622 0.1056 0.1523 0.5665 0.1468 0.5748
By 0.4931 0.4762 0.4814 0.0969 0.3006 0.6705 0.2858  0.6665
Bs 0.4230 0.3899 0.3944 0.0949 0.2076 0.5781  0.2041 0.5758
Be 0.3092 0.1534 0.1578 0.1012 -0.0409 0.3446 -0.0496  0.3564
Br 0.3992 0.4049 0.4090 0.0990 0.2305 0.6077  0.2094  0.6005
Bs -0.1357 -0.3317 -0.3383 0.1752 -0.6773 0.0034 -0.6686  0.0053
Bo -0.1149 -0.1322 -0.1312 0.0708 -0.2739 -0.0015 -0.2728  0.0084
Bio -0.6478 -0.6011 -0.5981 0.0790 -0.7355 -0.4336  -0.7581 -0.4439
11 -0.6593 -0.5791 -0.5794 0.0974 -0.7558 -0.3800 -0.7698 -0.3884
(12 -0.5707 -0.5867 -0.5866 0.1003 -0.7807 -0.4013 -0.7870 -0.3865
13 -0.7400 -0.7351 -0.7407 0.1352 -1.0219 -0.4858 -1.0100 -0.4601
Bra -0.8177 -0.8539 -0.8762 0.2369 -1.3439 -0.4289 -1.3067 -0.4010
Bis 0.2503 0.2608 0.2771 0.2163 -0.1249 0.6945 -0.1697  0.6913
Bie 0.9658 0.9404 0.9628 0.1923 0.6285 1.3761  0.5610 1.3198
Bz 0.3459 0.4010 0.4226 0.2015 0.0436 0.8051  0.0049  0.7969
Bis -1.1229 -1.2321 -1.3261 0.5230 -2.3483 -0.3155 -2.2777 -0.1864
Big -0.0799 -0.0832 -0.0847 0.0622 -0.1989 0.0459 -0.2092 0.0428
Bao -0.3224 -0.4494 -0.4503 0.0891 -0.6350 -0.2841 -0.6223 -0.2764
Ba1 -0.0295 0.0222 0.0207 0.0597 -0.0886 0.1402 -0.0992 0.1435
Bag -0.1551 -0.2006 -0.2017 0.0723 -0.3387 -0.0574 -0.3478 -0.0530
Bos -0.0878 0.1326 0.1363 0.1481 -0.1521 0.4155 -0.1670  0.4322
Boa -0.1587 0.0406 0.0432 0.1462 -0.2269 0.3238 -0.2490  0.3301
Bas 0.0404 0.2291 0.2312 0.1421 -0.0377 0.5183 -0.0504  0.5085
Bag -0.0140 0.2078 0.2133 0.1423 -0.0644 0.4735 -0.0631  0.4787
Bor -0.0535 0.2068 0.2106 0.1371 -0.0412 0.4910 -0.0586 0.4722
Bog -0.1198 -0.1131 -0.1156 0.0998 -0.3228 0.0559 -0.3114  0.0852
(29 -0.0626 -0.0018 -0.0018 0.0902 -0.1731 0.1752 -0.1776  0.1739
30 -0.0193 -0.0201 -0.0188 0.0886 -0.1891 0.1463 -0.1924  0.1522
Ba1 0.0420 0.0599 0.0628 0.0809 -0.0894 0.2245 -0.0989  0.2189
Bs2 0.0367 -0.0081 -0.0083 0.0832 -0.1821 0.1362 -0.1705 0.1542
Bs3 0.1354 0.2231 0.2235 0.0948 0.0357 0.4009  0.0387  0.4076
B4 0.2960 0.2934 0.2911 0.0499 0.1974 0.3878  0.1931  0.3935
o 0.5905 0.5849 0.5858 0.0092 0.5753 0.5962  0.5745  0.5956
p 0.2500 0.2631 0.2622 0.0127 0.2413 0.2862 0.2390  0.2869

Tabla 7-6.: Intervalos de confianza e intervalos de credibilidad del 95 %

informativa.

con una a priori no



54 7 Simulacién y Andlisis de Resultados

Pardmetros EMV 1C.inf 1C.sup EMV 1C.inf 1C.sup Int.Credib.inf Int.Credib.sup
Simulacién Info.Previa Info.Previa Info.Previa Info.Actual Info.Actual Info.Actual A Priori Informativa A Priori Informativa

ay 8.1357 8.0684 7.9229 8.2139 7.9960 7.8630 8.1289 7.9270 8.1225
[o2) 0.0144 0.0738 -0.0019 0.1494 0.0245 -0.0465 0.0956 0.0004 0.1004
as -0.0132 0.0144 -0.0559 0.0847 0.0231 -0.0402 0.0863 -0.0264 0.0671
ay 0.0491 0.0568 -0.0050 0.1187 0.0611 0.0051 0.1171 0.0229 0.1042
as 0.1520 0.1718 0.1131 0.2304 0.1562 0.1029 0.2096 0.1247 0.2026
Qg 0.1251 0.1491 0.0870 0.2111 0.1232 0.0661 0.1803 0.0901 0.1735
ar 0.1118 0.1113 0.0485 0.1740 0.1185 0.0611 0.1759 0.0724 0.1568
Qag 0.1646 0.1658 0.0788 0.2529 0.0882 0.0066 0.1698 0.0609 0.1827
Qg 0.1268 0.1843 0.1259 0.2427 0.1697 0.1161 0.2232 0.1351 0.2151
aqg 0.0804 0.0933 0.0332 0.1533 0.1334 0.0785 0.1883 0.0751 0.1572
aqy 0.1656 0.1532 0.0844 0.2220 0.2053 0.1427 0.2680 0.1423 0.2325
a2 0.2505 0.2633 0.1919 0.3347 0.2390 0.1733 0.3047 0.1971 0.2953
a3 0.2903 0.3457 0.2585 0.4329 0.2734 0.1936 0.3531 0.2468 0.3653
a1 0.3961 0.4058 0.2799 0.5316 0.4823 0.3641 0.6005 0.3588 0.5316
s 0.2169 0.2657 0.1581 0.3732 0.2604 0.1636 0.3571 0.1890 0.3311
6 0.2946 0.3038 0.2098 0.3977 0.3186 0.2344 0.4028 0.2500 0.3728
agr 0.3560 0.3573 0.2588 0.4558 0.3725 0.2839 0.4612 0.3030 0.4305
Qi 0.3498 0.3158 0.1621 0.4695 0.3727 0.2347 0.5107 0.2421 0.4409
Qg 0.0292 0.0555 0.0100 0.1009 0.0160 -0.0252 0.0572 0.0031 0.0661
o) 0.0297 0.0869 0.0328 0.1410 0.0449 -0.0037 0.0934 0.0255 0.0961
gy 0.0577 0.0762 0.0312 0.1212 0.0365 -0.0044 0.0773 0.0229 0.0826
(e 0.0509 0.0576 0.0070 0.1083 0.0539 0.0080 0.0997 0.0261 0.0954
a3 -0.0518 -0.0677 -0.1650 0.0297 0.0617 -0.0268 0.1502 -0.0616 0.0694
[N -0.0744 -0.0821 -0.1746 0.0104 0.0357 -0.0482 0.1195 -0.0790 0.0417
s -0.0349 -0.0716 -0.1627 0.0196 0.0473 -0.0346 0.1292 -0.0681 0.0563
Qg -0.0135 0.0019 -0.0857 0.0895 0.0737 -0.0051 0.1525 -0.0152 0.1007
Qo7 -0.0916 -0.0975 -0.1828 -0.0122 0.0194 -0.0575 0.0963 -0.0872 0.0273
Qg 0.0768 0.0658 -0.0002 0.1318 0.0515 -0.0086 0.1117 0.0148 0.1010
Qg 0.1078 0.1002 0.0396 0.1608 0.0878 0.0331 0.1425 0.0543 0.1329
Qs 0.1151 0.1317 0.0722 0.1912 0.1310 0.0776 0.1844 0.0901 0.1682
sy 0.1272 0.1236 0.0675 0.1796 0.1294 0.0793 0.1795 0.0938 0.1678
sy 0.1814 0.1788 0.1222 0.2354 0.1460 0.0954 0.1966 0.1239 0.1971
33 0.2140 0.2176 0.1490 0.2861 0.2150 0.1524 0.2776 0.1664 0.2580
51 -2.2503 -2.1723 -2.9090 -1.4356 -2.5961 -3.3191 -1.8732 -2.9311 -1.9457
By 0.2193 0.0550 -0.3107 0.4206 0.2971 -0.0321 0.6262 -0.0583 0.4224
33 0.3970 0.3968 0.0869 0.7067 0.3183 0.0220 0.6147 0.1634 0.5593
B4 0.4931 0.3822 0.0994 0.6650 0.5478 0.2897 0.8059 0.2948 0.6712
Bs 0.4230 0.3137 0.0385 0.5889 0.4461 0.1936 0.6986 0.2037 0.5631
B 0.3092 0.1252 -0.1725 0.4228 0.1777 -0.1001 0.4554 -0.0444 0.3426
B2 0.3992 0.3942 0.1078 0.6805 0.4119 0.1441 0.6798 0.2082 0.5937
Bs -0.1357 -0.5632 -1.1006 -0.0259 -0.1631 -0.5984 0.2722 -0.6580 -0.0028
By -0.1149 -0.1063 -0.3176 0.1049 -0.1495 -0.3380 0.0391 -0.2739 0.0108
Bro -0.6478 -0.6541 -0.8940 -0.4141 -0.5688 -0.7769 -0.3607 -0.7515 -0.4340
B -0.6593 -0.5902 -0.8797 -0.3008 -0.5646 -0.8185 -0.3106 -0.7738 -0.3931
Bia -0.5707 -0.5419 -0.8360 -0.2478 -0.6262 -0.9003 -0.3522 -0.7615 -0.3629
13 -0.7400 -0.6854 -1.0904 -0.2805 -0.7841 -1.1592 -0.4089 -1.0173 -0.4839
B4 -0.8177 -0.8423 -1.5245 -0.1602 -0.8583 -1.4654 -0.2513 -1.3005 -0.4186
Bis 0.2503 0.2601 -0.3372 0.8573 0.2428 -0.3789 0.8646 -0.1254 0.7187
Bre 0.9658 0.7804 0.2516 1.3091 1.0844 0.5389 1.6299 0.5933 1.3174
Brr 0.3459 0.2195 -0.3365 0.7756 0.5661 0.0000 1.1321 0.0264 0.7971
Brs -1.1229 -2.0385 -4.1573 0.0803 -0.7831 -2.0168 0.4507 -2.3127 -0.2002
Bro -0.0799 -0.1310 -0.3215 0.0595 -0.0471 -0.2152 0.1210 -0.2107 0.0344
B2 -0.3224 -0.5569 -0.8259 -0.2878 -0.3698 -0.5960 -0.1436 -0.6224 -0.2710
Ba1 -0.0295 0.0438 -0.1356 0.2233 -0.0014 -0.1666 0.1639 -0.0978 0.1385
Ba -0.1551 -0.2759 -0.5014 -0.0505 -0.1413 -0.3360 0.0534 -0.3530 -0.0659
Bas -0.0878 0.0978 -0.3502 0.5457 0.1508 -0.2529 0.5545 -0.1408 0.4542
Boa -0.1587 0.0838 -0.3471 0.5146 -0.0112 -0.4034 0.3810 -0.2167 0.3493
Bos 0.0404 0.1480 -0.2741 0.5701 0.2830 -0.0903 0.6563 -0.0502 0.4924
Bas -0.0140 0.1131 -0.2967 0.5228 0.2673 -0.0945 0.6292 -0.0277 0.4985
Bar -0.0535 0.1963 -0.2030 0.5956 0.2128 -0.1429 0.5685 -0.0472 0.4757
Bas -0.1198 -0.1982 -0.5080 0.1116 -0.0442 -0.3029 0.2145 -0.3110 0.0886
Bag -0.0626 -0.0109 -0.2803 0.2585 0.0098 -0.2226 0.2422 -0.1649 0.1844
B30 -0.0193 -0.0147 -0.2767 0.2473 -0.0239 -0.2529 0.2051 -0.1959 0.1547
Ba1 0.0420 0.1100 -0.1312 0.3513 0.0239 -0.1875 0.2354 -0.0963 0.2106
B3 0.0367 0.1067 -0.1360 0.3495 -0.1001 -0.3194 0.1192 -0.1638 0.1596
B33 0.1354 0.1554 -0.1278 0.4386 0.2757 0.0323 0.5190 0.0306 0.4123
Bsa 0.2960 0.2955 0.1459 0.4451 0.2910 0.1559 0.4262 0.1941 0.3985
o 0.5905 0.5815 0.5661 0.5974 0.5865 0.5725 0.6009 0.5752 0.5952
p 0.2500 0.2757 0.2396 0.3110 0.2535 0.2208 0.2855 0.2381 0.2852

Tabla 7-7.: Intervalos de confianza e intervalos de credibilidad del 95% con una a priori
informativa.
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EMV EAP Desv. Est. EMV EAP Desv. Est.

ap  8.0272  8.0258 0.0499 b1 -2.4026 -2.4211 0.2523
ap  0.0477  0.0477 0.0264 B 0.1924  0.1917 0.1213
as  0.0215  0.0220 0.0239 Bs  0.3608  0.3607 0.1049
ay  0.0611  0.0616 0.0211 Bs  0.4762 0.4745 0.0964
a5  0.1637  0.1640 0.0201 Bs 0.3899  0.3900 0.0928
ag  0.1360 0.1363 0.0212 B¢ 0.1534  0.1510 0.1004
a; 0.1163  0.1163 0.0214 Bz 0.4049  0.4059 0.0978
ag  0.1257  0.1252 0.0316 Bs -0.3317 -0.3270 0.1709
ag  0.1768  0.1769 0.0202 By -0.1322 -0.1260 0.0735
ap  0.1157  0.1156 0.0207 Bio -0.6011 -0.5982 0.0811
o 0.1825  0.1825 0.0230 B -0.5791 -0.5746 0.0983
g 0.2498  0.2495 0.0251 B2 -0.5867 -0.5831 0.1030
a3 0.3066  0.3069 0.0302 Bz -0.7351 -0.7397 0.1379
oy 0.4493  0.4507 0.0439 Bra -0.8539 -0.8637 0.2303
ar;  0.2651  0.2649 0.0358 Bi5 0.2608  0.2688 0.2133
ag 0.3136  0.3133 0.0313 Bis  0.9404  0.9479 0.1894
a7 0.3676  0.3669 0.0331 Bz 0.4010  0.4053 0.1997
ag 0.3489  0.3487 0.0512 Bis -1.2321 -1.2192 0.5558
a9 0.0336  0.0337 0.0164 Big -0.0832 -0.0820 0.0637
gy 0.0622  0.0628 0.0183 Bao  -0.4494 -0.4487 0.0904
a9 0.0536  0.0542 0.0155 Ba1 0.0222  0.0235 0.0612
gy 0.0551  0.0554 0.0175 Ba2 -0.2006 -0.2042 0.0749
a3 0.0031  0.0038 0.0337 Bes 0.1326  0.1372 0.1536
gy -0.0179 -0.0163 0.0313 B2g 0.0406  0.0454 0.1442
s -0.0067 -0.0056 0.0315 Bes  0.2291  0.2331 0.1399
s 0.0410  0.0422 0.0306 Bes  0.2078  0.2127 0.1351
a7 -0.0338  -0.0326 0.0291 Bar  0.2068  0.2113 0.1339
s 0.0581  0.0579 0.0221 Bas -0.1131 -0.1096 0.1042
a9 0.0934  0.0933 0.0205 Ba9 -0.0018 -0.0053 0.0906
azy  0.1306  0.1311 0.0206 B3 -0.0201 -0.0190 0.0903
az 0.1271  0.1274 0.0187 Bz 0.0599  0.0597 0.0801
azy  0.1605  0.1604 0.0191 B3z -0.0081 -0.0079 0.0841
agz  0.2147  0.2147 0.0237 B33 0.2231  0.2229 0.0988
o 0.5849 0.5851 0.0089 Bsa  0.2934  0.2947 0.0522

p 0.2632 0.2629 0.0133

Tabla 7-8.: Esperanza a posteriori (EAP) con una a priori informativa.



8. Aplicaciéon a Datos Reales

8.1. Bases de Datos

El portafolio de seguros de automoviles analizado en este capitulo fue tomado de la base
de datos brvehinsl del paquete CASdatasets de R (Dutang, Charpentier & Dutang (2015)).
Esta base de datos esta basada en la informacién proporcionada por AUTOSEG (Sistema de
Estadistica de Automdviles), la cual puede ser consultada en la pagina www2.susep.gov.br/
menuestatistica/Autoseg.

El portafolio esta conformado por toda la produccién para el ano 2011, es decir, tanto pdlizas
que presentaron reclamaciones como aquellas que no. Cada registro corresponde a una poéliza
con caracteristicas de riesgo asociadas como son: el ano del vehiculo, la marca y linea, la edad
del conductor, el género del conductor y la ciudad de circulacién. La informacion relacionada
con la reclamacién también fue proporcionada: la exposicion, la suma asegurada promedio,
el pago por reclamacién !, el niimero de reclamaciones y el tipo de cobertura: pérdida total
por danos, pérdida parcial por danos, pérdida total por hurto, pérdida por incendio y otras
garantias .

En esta tesis se analizaron iinicamente las polizas que presentaron al menos una reclamacion
por pérdida parcial por dafios y cuyo tipo de vehiculo son automoviles populares. En Brasil,
los automdviles populares son: Celta 1.0 (Chevrolet), Corsa 1.0 (Chevrolet), Prisma 1.0
(Chevrolet), Uno 1.0 (Fiat), Palio 1.0 (Fiat), Gol 1. (Volkswagen), Fox 1.0 (Volkswagen),
Fiesta 1.0 (Ford), y Ka 1.0 (Ford). Estos vehiculos se caracterizan por tener una potencia
de 1000cc (cilindraje) y una estructura interna més simple, por lo que su precio se hace
mas accesible a la mayoria de los consumidores. En cuanto a la ciudad de circulacion, se
consideraran unicamente los estados Sao Paulo, Santa Catarina, Parana, Rio de Janeiro y
Rio Grande do Sul. Estos estados contienen al menos 70 millones de habitantes (alrededor
del 36 % de la poblacién brasilena) y ademds constituyen una de las regiones mas ricas del
pais, aproximadamente el 60% del producto interno bruto brasilefio (Charpentier (2014),
pagina 226).

En la tabla 8-1 se encuentran los percentiles del niimero de reclamaciones y el pago por
reclamaciones observados en el portafolio conformado por 29618 pdlizas que cumplen con
las caracteristicas anteriormente mencionadas. En la figura B-1 se puede observar que la

'Reales brasilefios (BRL)
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distribucion empirica de los pagos por reclamaciones exhiben un alto sesgo positivo y un
comportamiento leptocurtico.

Min  20% 40% 60% 80%  Max
Numero de reclamaciones 1 1 1 2 3 10
Pago por reclamaciones 200 1444.4 2651 4369 7765 24996

Tabla 8-1.: Estadisticas de resumen del niimero de reclamaciones y el pago por reclamacio-
nes

El portafolio de seguros de automoviles conformado por 29618 pdlizas fue dividido en 2 partes
aleatoriamente. El primer grupo esta conformado por 17000 pdlizas; este grupo representa
la informacién actual, con la cual se realizé la estimacion de los parametros del respectivo
modelo de regresién copula mixta. El segundo grupo esta conformado por 12618 pélizas.
Este segundo grupo fue utilizado para representar la informacion previa en la estimacion
Bayesiana. Adicionalmente, con esta informacion se analizé el poder predictivo del modelo.

Un analisis inicial de los modelos marginales Gamma, Weibull y Lognormal mostré que la
distribucion Lognormal no ajustaba bien a los datos de pagos por reclamaciones. Por tanto
no se consideré como un modelo factible. En lo que sigue solamente se consideraron los
modelos Gamma y Weibull.

8.2. Estimacion Maximo Verosimil y Estimacion
Bayesiana con una a Priori no Informativa

Para los modelos de regresion copula mixta con diferentes clases de cépulas: Gaussiana,
Clayton y Frank y marginales Gamma-ZTP y Weibull-ZTP, se obtuvieron los EMV y la
matriz de covarianzas estimada de los parametros del modelo con el algoritmo BFGS. El
test KKT indico para cada caso que la matriz Hessiana es definida positiva y el gradiente
es cercano a cero. Téngase en cuenta que el algoritmo BFGS esta disenado para encontrar
minimos globales. Para obtener el maximo global de la log verosimilitud se le cambié el
signo antes de entrar al procedimiento de optimizacién. Las estimaciones anteriores fueron
necesarias para realizar la estimacién Bayesiana mediante la aproximacion de Laplace de la
distribucion a posteriori de los parametros.

Para la estimaciéon Bayesiana de cada modelo se generé una muestra de tamano 3400 de
la distribucion a posteriori de los parametros. Este tamano fue suficiente segun el test de
tamano efectivo, el cual indicé tamanos de muestra menores a 3400 para cada parametro del
respectivo modelo. La muestra obtenida en cada caso tuvo un comportamiento convergente
segun los graficos diagnésticos y el test Heidelberger-Welch, el cual no rechazo la hipdtesis
nula de que los valores generados por la distribucién a posteriori convergen a una distribuciéon
estacionaria. Se obtuvo una tasa de aceptacién de alrededor del 80 % en cada caso.
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En las columnas 1 y 2 de las tablas A-8 a A-10 y 8-4 a 8-6, se encuentran las EMV y
las desviaciones estandar de los parametros de los modelos copula Gaussiana y marginales
Gamma-ZTP y Weibull-ZTP, los cuales obtuvieron los valores mas bajos en los criterios
AIC, BIC y DIC como se muestra en la siguiente seccion.

En las tablas A-2 a A-7, se puede observar que tanto en el modelo con una cépula Gaus-
siana y marginales Gamma-ZTP como en el modelo con una cépula Gaussiana y marginales
Weibull-ZTP, la longitud del intervalo de credibilidad del 95 % con una a priori no informa-
tiva es ligeramente menor (tabla A-2 a A-7) que la longitud del intervalo de confianza del
95% e incluye las EMV de los pardmetros. Por esta razén, se puede decir que existe una
mayor precision con el algoritmo Bayesiano propuesto que con el enfoque frecuentista. El
valor de la EAP como era de esperarse con una a priori no informativa se aproxima a los
valores de las EMV (tablas A-8 a A-10 y 8-4 a 8-6).

8.3. Selecciéon de Modelos y Bondad de Ajuste

En las tablas 8-2 y 8-3 se puede observar que los modelos con una coépula Gaussiana y mar-
ginales Weibull-ZTP y Gamma-ZTP obtuvieron el menor valor AIC, BIC y DIC comparado
con los modelos con cépulas Clayton y Frank.

Por otro lado, no se presenté mucha diferencia en los valores de los criterios de informacion
entre los modelos con cépula Gaussiana con marginales Gamma-ZTP y Weibull-ZTP. Esto
nos condujo a seleccionar a estos dos modelos como factibles. Luego se procedié a realizar el
test de bondad de ajuste presentado en el capitulo 6. Para el modelo Gamma-ZTP se obtuvo
el valor t,, = 0.475200 y para el modelo Weibull-ZTP se obtuvo el valor ¢, = 0.383300. Estos
valores indican que ambos modelos ajustan bien a los datos.

8.4. Prediccion de la Pérdida Total del Portafolio

Con los dos modelos factibles se obtuvo una prediccion de la pérdida total cercana a la pérdida
observada, la cual fue de 85.613.875 BRL (65856 millones COP). En el modelo con cépula
Gaussiana y marginales Weibull-ZTP se obtuvo una prediccion un poco mas conservadora,
en el sentido de que es mayor en un 0.46 % (excede en 381.849 BRL equivalente a 293.8
millones COP) respecto a la pérdida observada.

En el modelo con copula Gaussiana y marginales Gamma-ZTP la pérdida total fue subesti-
mada en un 0.76 % (658.765 BRL equivalente a 506.7 millones COP) respecto a la observada.
De acuerdo a lo anterior, el modelo con marginales Weibull-ZTP es un poco mejor que el
modelo con marginales Gamma-ZTP.

Adicionalmente, los intervalos de credibilidad de ambos modelos contienen la pérdida total
observada, mostrando buenos resultados en ambos casos. Con las copulas Clayton y Frank,
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se pudo observar que los respectivos valores de 7 fueron un poco mayores a los de la cépula
Gaussiana. Las predicciones de la pérdida total obtenidas usando las cépulas Arquimedia-
nas fueron mayores a la pérdida total observada, y sus diferencias estan entre 7.087.341 y
11.550.720 BRL (entre 5451 y 8885 millones COP), ademads los intervalos de credibilidad no
recubrieron la pérdida total observada. Este resultado confirma que la cépula Gaussiana es
mas adecuada para el problema estudiado con estos datos.

Clase de Prediccién Desv.  ICred.inf ICred.sup T AIC BIC DIC
Cépula  Pérdida Total Est. del 95 % del 95%
Gaussiana 84.955.110 724.823 83.606.801 86.431.083 0.462 360.391 359.843 360.398
Clayton 96.569.348 887.755 94.818.719 98.283.407 0.520 361.962 361.414 361.969
Frank 92.701.216 800.090 91.096.891 94.246.116 0.513 360.900 360.370 360.890

Tabla 8-2.: Prediccion e intervalos de credibilidad del 95 % con una a priori no informativa
para la pérdida total del portafolio: marginales Gamma y ZTP.

Clase de Prediccién Desv.  ICred.inf ICred.sup T AIC BIC DIC
Cépula  Pérdida Total Est. del 95 % del 95%
Gaussiana 85.995.724 739.155 84.565.748 87.510.101 0.466 360.793 360.249 360.797
Clayton 97.164.595 875.158 95.508.521 98.898.191 0.530 362.221 361.683 362.220
Frank 93.204.990 792.629 91.655.557 94.726.985 0.517 361.244 360.709 361.239

Tabla 8-3.: Prediccion e intervalos de credibilidad del 95 % con una a priori no informativa
de la pérdida total del portafolio: marginales Weibull y ZTP.

8.5. Incorporacion de Informacién a Priori

Aqui se obtuvieron las EMV y la matriz de covarianzas estimada de los parametros del
modelo incorporando la informacion previa y usando los modelos con copula Gaussiana y
con marginales Gamma-ZTP y Weibull-ZTP.

Se confirmé que al incorporar informacion previa se obtienen estimaciones EAP muy similares
a las EMV cuando se usa la informacién del portafolio completo en la estimacién méaximo
verosimil. Esto también se observé con los intervalos de confianza (tablas A-11 a A-13 y
8-7 a 8-9). La longitud de los intervalos de credibilidad con una a priori no informativa
es ligeramente menor a la longitud del intervalo de confianza obtenido con la informacién
actual, sin embargo la longitud el intervalo de credibilidad con una a priori informativa es
mucho menor que la longitud del intervalo de credibilidad con una a priori no informativa
(tablas A-2 a A-T).
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8.6. Prediccidén e Intervalos de Credibilidad del 95 % de
la Pérdida Total del Portafolio con una a Priori
Informativa

Se pudo observar que al incorporar informacion previa, la predicciéon de la pérdida total fue
mas baja comparada con el modelo sin informacién previa. Esto implicé un desmejoramiento
en la prediccion con el modelo Gamma y un mejoramiento con el modelo Weibull. Los
intervalos de credibilidad para la pérdida total se vuelven mas estrechos comparados con el
modelo con una a priori no informativa.

Supongamos que T},.q;c representa la prediccion de la pérdida total y que 1C7rgs4 representa
el respectivo intervalo de credibilidad del 95 %. Para el modelo con una cépula Gaussiana y
marginales Gamma-ZTP se obtuvo que

Toredic = 84.764.166 £+ 644.961, ICrg5%=[83.516.352, 86.027.283].
Para el modelo con una cépula Gaussiana y marginales Weibull-ZTP se obtuvo que

Tpredic = 85.768.354 + 638.217, IC'rgs5,=[84.532.114, 87.017.931]

8.7. Prediccion de la Pérdida Total usando el Poder
Predictivo del Modelo

Se realizo la prediccion de la pérdida total para el grupo de pélizas que no fueron consideradas
en el proceso de estimacion. El valor observado de esta pérdida fue de 63.046.790. Para el
modelo con una cépula Gaussiana y marginales Gamma-ZTP sin informacién a priori se
obtuvo que

Tpredic = 62.954.275 £ 591.369, ICrg59=[61.805.714, 64.141.017].
Para el modelo con una cépula Gaussiana y marginales Weibull-ZTP se obtuvo que
Toredic = 63.721.427 £ 588.070, ICrg59,=[62.577.265, 64.876.039]

Estos resultados muestran que al usar estrictamente el poder predictivo de los modelos con
una a priori no informativa con la distribucién Gamma se obtuvo una subestimacion del
0.15 %, mientras que con la distribucién Weibull se obtuvo una sobreestimacién del 1%.
De donde se concluye que ambos modelos permiten hacer buenas predicciones reales de la
pérdida total.
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EMV  Desv. Est. IC.inf 1C.sup EAP Desv. Est. ICred.inf ICred.sup

Inf.Actual Info.Actual Info.Actual Info.Actual
Intercepto 8.2921 0.0276 8.2380 8.3461  8.2922 0.0279 8.2377 8.3475
Maculino 0.0307 0.0114 0.0085 0.0530  0.0305 0.0114 0.0083 0.0524
Edad -26_35 0.1392 0.0211 0.0978 0.1805 0.1381 0.0215 0.0961 0.1798
Edad _36.45 0.2646 0.0209 0.2237 0.3055  0.2636 0.0211 0.2214 0.3027
Edad -46.55 0.1100 0.0212 0.0683 0.1516  0.1089 0.0216 0.0691 0.1539
Edad > 55 0.0938 0.0215 0.0517 0.1360  0.0928 0.0217 0.0532 0.1382
Ano.Vehiculo 2008-2009 0.1824 0.0161 0.1508 0.2140  0.1828 0.0163 0.1513 0.2136
Afio.Vehiculo 20102011 0.1263 0.0177 0.0917 0.1610  0.1266 0.0179 0.0909 0.1595
Ano.Vehiculo < 2004 -0.1094 0.0152 -0.1391 -0.0796 -0.1094 0.0157 -0.1408 -0.0792
Fiesta 1.0 0.0331 0.0230 -0.0119 0.0781  0.0339 0.0230 -0.0083 0.0804
Chevrolet Celta 1.0 -0.0955 0.0202 -0.1351 -0.0559 -0.0955 0.0205 -0.1350 -0.0558
Chevrolet Corsa 1.0 -0.0868 0.0196 -0.1253 -0.0483 -0.0869 0.0193 -0.1253 -0.0490
Chevrolet Prisma -0.0772 0.0333 -0.1424 -0.0120 -0.0775 0.0337  -0.1430 -0.0129
Volkswagen Fox 1.0 -0.0382 0.0261 -0.0893 0.0129 -0.0379 0.0262 -0.0882 0.0122
Volkswagen Gol 1.0 0.0498 0.0190 0.0126 0.0871  0.0497 0.0194 0.0116 0.0857
Parand 0.0542 0.0209 0.0132 0.0952  0.0551 0.0208 0.0140 0.0946
Rio Grande do Sul 0.0535 0.0229 0.0087 0.0984  0.0544 0.0221 0.0130 0.0988
Rio de Janeiro 0.0857 0.0219 0.0427 0.1287  0.0869 0.0223 0.0434 0.1295
Santa Catarina -0.0541 0.0227 -0.0987 -0.0096 -0.0534 0.0221 -0.0973 -0.0109
Sao Paulo 0.1646 0.0171 0.1312 0.1981 0.1656 0.0171 0.1341 0.2004
o 1.3124 0.0049 1.3029 1.3220 1.3114 0.0051 1.2980 1.3240

Tabla 8-4.: Intervalos de confianza e intervalos de credibilidad del 95 % para ac y o con una
a priori no informativa: cépula Gaussiana y marginales Weibull y ZTP.

EMV  Desv. Est. IC.inf 1C.sup EAP Desv. Est. ICred.inf ICred.sup

Inf.Actual Info.Actual Info.Actual Info.Actual
Intercepto -0.1673 0.0378 -0.2414 -0.0932  -0.1680 0.0382  -0.2432 -0.0938
Masculino -0.0350 0.0138 -0.0620 -0.0079 -0.0352 0.0137 -0.0621 -0.0092
Edad _-26_35 0.4266 0.0303 0.3673 0.4859  0.4254 0.0303 0.3678 0.4836
Edad _36_45 0.7060 0.0291 0.6491 0.7630  0.7049 0.0291 0.6476 0.7590
Edad 4655 0.3892 0.0306 0.3293 0.4491  0.3877 0.0302 0.3317 0.4481
Edad >_55 0.3622 0.0311 0.3012 0.4231  0.3605 0.0313 0.2999 0.4211
Ano.Vehiculo 20082009 0.3507 0.0191 0.3134 0.3881 0.3511 0.0190 0.3143 0.3882
Ano.Vehiculo 20102011 0.3465 0.0208 0.3058 0.3873  0.3468 0.0207 0.3073 0.3867
Ano.Vehiculo < 2004 -0.2099 0.0206 -0.2502 -0.1695 -0.2099 0.0212  -0.2482 -0.1673
Fiat Uno 1.0 -0.1447 0.0272 -0.1981 -0.0914 -0.1439 0.0273 -0.1951 -0.0897
Ford Fiesta 1.0 -0.0456 0.0287 -0.1018 0.0106 -0.0451 0.0287 -0.1016 0.0108
Ford Ka 1.0 0.0935 0.0320 0.0307 0.1563  0.0941 0.0315 0.0313 0.1545
Chevrolet Celta 1.0 0.0398 0.0242 -0.0077 0.0873  0.0396 0.0242 -0.0078 0.0849
Chevrolet Corsa 1.0 0.0356 0.0245 -0.0124 0.0836  0.0360 0.0243 -0.0154 0.0790
Chevrolet Prisma 0.0429 0.0365 -0.0285 0.1144  0.0421 0.0370 -0.0245 0.1170
Volkswagen Fox 1.0 -0.0446 0.0310 -0.1054 0.0161 -0.0442 0.0311 -0.1052 0.0141
Volkswagen Gol 1.0 0.0806 0.0232 0.0351 0.1261  0.0810 0.0231 0.0359 0.1252
Parana -0.0053 0.0259 -0.0561 0.0455 -0.0040 0.0257  -0.0518 0.0464
Rio Grande do Sul -0.1718 0.0303 -0.2311 -0.1124  -0.1714 0.0308 -0.2331 -0.1132
Rio de Janeiro -0.0516 0.0280 -0.1065 0.0033 -0.0503 0.0281 -0.1064 0.0017
Santa Catarina -0.3191 0.0319 -0.3817 -0.2565 -0.3180 0.0321 -0.3802 -0.2556
Sao Paulo 0.2516 0.0205 0.2114 0.2918  0.2531 0.0205 0.2150 0.2947

Tabla 8-5.: Intervalos de confianza e intervalos de credibilidad del 95 % para 3 con una a
priori no informativa: copula Gaussiana y marginales Weibull y ZTP.

EMV  Desv. Est. IC.inf IC.sup  EAP Desv. Est. ICred.inf ICred.sup
Inf.Actual Info.Actual Info.Actual Info.Actual
p 0.6690 0.0072 0.6549 0.6830 0.6688 0.0071 0.6612 0.6766

Tabla 8-6.: Intervalos de confianza e intervalos de credibilidad del 95 % para p con una a
priori no informativa: copula Gaussiana y marginales Weibull y ZTP.
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EMV EMV  Desv. IC.inf IC.sup EAP  Desv. ICred.inf ICred.sup

Inf.Previa Portaf.Comp Est. Portaf.Comp Portaf.Comp Est.
Intercepto 8.3363 8.3122 0.0208 8.2714 8.3531 8.3121 0.0201 8.2727 8.3518
Masculino 0.0406 0.0352  0.0086 0.0184 0.0520  0.0352 0.0085 0.0189 0.0520
Edad_26_35 0.1292 0.1357  0.0160 0.1044 0.1670  0.1358 0.0160 0.1057 0.1675
Edad_36_45 0.1959 0.2369 0.0159 0.2058 0.2680  0.2367 0.0158 0.2074 0.2679
Edad_46_55 0.0677 0.0921 0.0161 0.0606 0.1236  0.0923 0.0160 0.0615 0.1240
Edad > 55 0.0379 0.0704 0.0163 0.0385 0.1024  0.0706 0.0167 0.0382 0.1034
Ano.Vehiculo 2008-2009 0.1337 0.1610 0.0122 0.1372 0.1849  0.1608 0.0121 0.1378 0.1846
Ano.Vehiculo 20102011 0.0522 0.0952 0.0135 0.0688 0.1216  0.0948 0.0137 0.0662 0.1201
Afio.Vehiculo < 2004 -0.1460 -0.1272  0.0115 -0.1497 -0.1047 -0.1274 0.0116 -0.1502 -0.1049
Fiat Uno 1.0 -0.1736 -0.1423 0.0164 -0.1744 -0.1102 -0.1429 0.0157 -0.1722 -0.1121
Ford Fiesta 1.0 0.0261 0.0300 0.0173 -0.0040 0.0639 0.0301 0.0172  -0.0048 0.0618
Ford Ka 1.0 0.0395 -0.0473  0.0210 -0.0885 -0.0061 -0.0484 0.0211 -0.0879 -0.0082
Chevrolet Corsa 1.0 -0.0928 -0.0891 0.0148 -0.1182 -0.0601 -0.0887 0.0144  -0.1151 -0.0591
Chevrolet Prisma -0.0328 -0.0599 0.0248 -0.1086 -0.0112 -0.0592 0.0242  -0.1035 -0.0110
Volkswagen Fox 1.0 -0.0448 -0.0422  0.0197 -0.0809 -0.0036 -0.0414 0.0194  -0.0792 -0.0043
Volkswagen Gol 1.0 0.0314 0.0413 0.0145 0.0129 0.0696 0.0414 0.0141 0.0122 0.0680
Parand 0.0657 0.0581 0.0158 0.0272 0.0890  0.0580 0.0159 0.0270 0.0882
Rio Grande do Sul 0.0798 0.1070 0.0166 0.0745 0.1394  0.0640 0.0169 0.0320 0.0983
Rio de Janeiro 0.1354 0.0637 0.0173 0.0298 0.0977 0.1076 0.0164 0.0780 0.1416
Santa Catarina -0.0076 -0.0356 0.0171 -0.0691 -0.0020 -0.0354 0.0173  -0.0692 -0.0025
Sao Paulo 0.1797 0.1701  0.0129 0.1449 0.1953  0.1703 0.0126 0.1463 0.1943
o 1.3238 1.3162  0.0037 1.3090 1.3235 1.3165 0.0037 1.3066 1.3255

Tabla 8-7.: Intervalos de confianza e intervalos de credibilidad del 95 % para ac y o con una
a priori informativa: copula Gaussiana y marginales Weibull y ZTP

EMV EMV  Desv. IC.inf IC.sup EAP  Desv. ICred.inf ICred.sup

Inf.Previa Portaf.Comp Est. Portaf.Comp Portaf.Comp Est.
Intercepto -0.0499 -0.1163 0.0284 -0.1721 -0.0606 -0.1170 0.0282  -0.1705 -0.0604
Masculino -0.0375 -0.0354 0.0105 -0.0559 -0.0149 -0.0353 0.0102  -0.0552 -0.0162
Edad_26_35 0.3924 0.4121 0.0227 0.3676 0.4566  0.4125 0.0229 0.3668 0.4556
Edad_36-45 0.6491 0.6825 0.0218 0.6397 0.7253  0.6828 0.0222 0.6375 0.7247
Edad_46_55 0.2704 0.3383  0.0230 0.2932 0.3835 0.3394 0.0236 0.2934 0.3853
Edad_55 0.2475 0.3133  0.0235 0.2673 0.3593  0.3139 0.0238 0.2674 0.3589
Edad_2009 0.3257 0.3391 0.0144 0.3108 0.3673  0.3388 0.0143 0.3106 0.3665
Ano.vehiculo 20102011 0.2713 0.3144 0.0159 0.2832 0.3456  0.3147 0.0162 0.2816 0.3446
Ano.vehiculo _2004 -0.1891 -0.2030 0.0156 -0.2335 -0.1725 -0.2032 0.0159  -0.2337 -0.1720
Fiat Uno 1.0 -0.2293 -0.1801 0.0211 -0.2214 -0.1387 -0.1801 0.0213  -0.2186 -0.1366
Ford Fiesta 1.0 -0.0701 -0.0557 0.0218 -0.0985 -0.0130 -0.0553 0.0218  -0.0974 -0.0135
Ford Ka 1.0 0.1892 0.1342 0.0242 0.0867 0.1817  0.1341 0.0239 0.0854 0.1783
Chevrolet Celta 1.0 0.0477 0.0429 0.0183 0.0070 0.0789  0.0430 0.0180 0.0086 0.0788
Chevrolet Corsa 1.0 -0.0206 0.0120 0.0186 -0.0245 0.0485 0.0122 0.0187  -0.0223 0.0496
Chevrolet Prisma 0.0949 0.0650 0.0270 0.0120 0.1180  0.0652 0.0264 0.0140 0.1173
Volkswagen Fox 1.0 0.0611 0.0019 0.0231 -0.0433 0.0471  0.0030 0.0225  -0.0421 0.0455
Volkswagen Gol 1.0 -0.0112 0.0421 0.0179 0.0070 0.0772  0.0429 0.0183 0.0038 0.0757
Parand -0.0497 -0.0250 0.0198 -0.0637 0.0137 -0.0248 0.0201  -0.0680 0.0112
Rio Grande do Sul -0.1734 -0.0223  0.0209 -0.0632 0.0187 -0.1732 0.0235  -0.2213 -0.1304
Rio de Janeiro 0.0128 -0.1731  0.0230 -0.2181 -0.1281 -0.0214 0.0211  -0.0624 0.0200
Santa Catarina -0.2890 -0.3053  0.0240 -0.3523 -0.2583  -0.3050 0.0244  -0.3509 -0.2569
Sao Paulo 0.2139 0.2354 0.0156 0.2049 0.2659  0.2356 0.0158 0.2054 0.2679

Tabla 8-8.: Intervalos de confianza e intervalos de credibilidad del 95 % para 3 con una a
priori informativa: copula Gaussiana y marginales Weibull y ZTP.

EMV EMV  Desv. 1C.inf IC.sup EAP Desv. ICred.inf ICred.sup
Inf.Previa Portaf.Comp Est. Portaf.Comp Portaf.Comp Est.
P 0.6663 0.6676  0.0054 0.6569 0.6782 0.6678 0.0054 0.6620 0.6735

Tabla 8-9.: Intervalos de confianza e intervalos de credibilidad del 95 % para p con una a
priori informativa: copula Gaussiana y marginales Weibull y ZTP



9. Discusion y Conclusiones

En esta tesis se propuso el modelamiento conjunto de las variables pagos por reclamaciones
y el numero de reclamaciones en poélizas de seguros de automoviles, mediante el uso de una
cépula mixta y con marginales en la familia GAMLSS para el monto de los pagos y Poisson
truncada en cero para el nimero de reclamaciones.

El modelo de regresion copula mixta es una buena alternativa para aprovechar la posible
dependencia entre el pago por reclamaciones y el nimero de reclamaciones. Por otro lado,
Kramer et al. (2013) mostré tedrica y empiricamente, que la incorporacién explicita de la
dependencia en términos de un cépula tiene un profundo impacto en la prediccién de la
pérdida por podliza individual y de la pérdida total.

En esta tesis logramos explorar los modelos de regresion GAMLSS presentados en Stasino-
poulos & Rigby (2007) donde la variable respuesta no pertenece a la familia exponencial. Las
ventajas de trabajar con estos modelos son: en primer lugar, es posible modelar mediante
regresiones otros parametros como son los de forma y escala. Esto en realidad no se hizo en
esta tesis y queda propuesto como trabajo futuro. Esta alternativa de modelamiento permi-
te ajustan mejor los datos cuando se presenta alto sesgo y curtosis. En segundo lugar estos
parametros pueden ser caracterizados por covariables permitiendo explicar la heterogeneidad
presentada en el sesgo y la curtosis de la variable respuesta.

En este trabajo en particular se analizaron las distribuciones Gamma, Weibull y Lognormal
para el modelamiento del monto de los pagos por reclamaciones en el portafolio de seguros
de vehiculos de Brasil del ano 2011. Tales datos exhibieron un alto sesgo positivo y un
comportamiento leptocirtico.

El estudio del caso real mostré que los resultados con la distribucion Gamma y la Weibull
para el monto de los pagos fueron similares. Sin embargo, la prediccion de la pérdida total
usando la distribucién Weibull para el modelo marginal de los montos de los pagos resulto
méas conservadora usando una cépula Gaussiana. Las predicciones obtenidas estuvieron un
poco por encima del valor verdadero (la maxima diferencia encontrada en este caso fue
del 1%), lo que puede resultar mas conveniente en la practica actuarial. Este resultado es
diferente al obtenido con la distribucién Gamma, en cuyo caso la prediccion de la pérdida
esta por debajo del valor verdadero. Este tltimo resultado coincide con lo reportado en la
literatura moderna.

De otro lado, los resultados del algoritmo Bayesiano resultaron claves para: predecir con
bastante precision la pérdida del portafolio; para la evaluacion de la bondad de ajuste de los
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modelos y para la seleccién de modelos.

En cuanto a la prediccién de la pérdida total, se mostré que dicha predicciéon depende
fuertemente de la cépula utilizada para modelar la dependencia existente entre el niimero
de reclamaciones y los pagos por reclamaciones para el portafolio de seguros de automéviles
estudiado. Como se mostré en el capitulo anterior cuando se usan las copulas Clayton y
Frank la prediccion de la pérdida resulté sobre estimada en valores que oscilaron entre 5451
y 8885 millones COP. Por el contrario, en el caso de la cépula Gaussiana los valores de la
prediccién de la pérdida total estuvieron por debajo del valor observado en un 0.76 % que
equivale a 506.7 millones COP, cuando se considera la distribucion Gamma para el modelo
marginal. Adicionalmente con la distribucién Weibull se obtuvo una sobreestimacion de la
prediccion en la pérdida total en un 0.46 % que equivale a 293.8 millones COP.

En lo que sigue solamente referimos a los resultados usando la cépula Gaussiana. Al introdu-
cir informacién previa en el modelo, los resultados mostraron que la prediccion de la pérdida
total disminuy6 tanto con la marginal Gamma como con la Weibull. Los intervalos de cre-
dibilidad para la prediccién de la pérdida total fueron mas precisos y siempre incluyeron al
valor observado. El valor predicho de la pérdida total usando la marginal Weibull estuvo por
encima del valor observado en un 0.18 % que equivale a 121.1 millones COP. En el caso de
la marginal Gamma, la prediccién estuvo por debajo del valor observado en un 0.99 %.

Al usar estrictamente el poder predictivo de los modelos, es decir, prediciendo la pérdida total
para el grupo de pdlizas del portafolio no utilizadas en el proceso de estimacién y con una
a priori no informativa los resultados mostraron que el modelo con la distribucion Gamma
hizo un subestimacién del 0.15 %, mientras que con la distribucién Weibull se obtuvo una
sobreestimacién del 1%.

Estos resultados llevan a concluir que ninguno de los modelos es mucho mejor que el otro.
Esto sugiere la exploracion de nuevos modelos. Un ejemplo ya mencionado lo constituye el
modelar mediante regresiones todos los pardmetros de la distribucion, siguiendo el esquema
completo de los modelos GAMLSS. Adicionalmente, se sugiere que los usuarios de los modelos
presentados en este trabajo obtengan sus resultados usando tanto el modelo Gamma como
el Weibull para la marginal de los pagos por reclamaciones.

Pasando a asuntos mas técnicos, en este trabajo se combinaron los procesos de optimizacion
(maximo verosimil) con los procedimientos Bayesianos, lo que aporta mayor robustez para
la obtencion y andlisis de los resultados. La aproximacién Laplaciana de la verosimilitud
fue disenada teniendo en cuenta que la mayor parte de los paquetes estadisticos de regre-
sion entregan las estimaciones maximo verosimil y eventualmente la matriz de varianzas y
covarianzas para las estimaciones. Cuando esto no ocurre atin es posible obtener la matriz
Hessiana calculada en la estimacion reportada por el paquete haciendo uso de herramientas
computacionales tales como numDeriv.

En general, el uso de técnicas de optimizacién como el algoritmo BFGS implementado en
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el paquete optimx, donde el gradiente y la matriz de informacion de Fisher no es requerida
analiticamente, provee buenos resultados siempre que se usen reparametrizaciones adecuadas
para estabilizarlo numéricamente. Las condiciones para verificar que se encuentra efectiva-
mente un minimo se pueden comprobar con los test Kuhn-Karush-Tucker (KKT). En este
trabajo las estimaciones méaximo verosimil obtenidas fueron muy satisfactorias; en la simula-
ciones se mostré que los procedimientos utilizados en esta tesis recuperan bien los parametros.

Por otro lado, el algoritmo Bayesiano arrojé resultados similares para las estimaciones de
los parametros. La distribucién propositiva independiente del algoritmo tipo Metrépolis-
Hastings propuesto en esta tesis resulté ser una buena aproximacion de la distribucion con-
junta del ntimero de reclamaciones y pago por reclamaciones, lo que implicé obtener tasas
de aceptacion entre el 68 % y el 87 % y un excelente comportamiento de las cadenas segin
los test de convergencia realizados; evitando asi descartar muestras; éste no solo fue eficien-
te computacionalmente sino que también brindé mayor flexibilidad en la estimacion de los
parametros de la regresiéon Cépula Mixta, al permitir incorporar informacién a priori de los
pardametros a través de sus EMV’s obtenidos con informacion previa. Aqui fue suficiente
realizar las estimaciones con la informacién actual, puesto que la informacion a priori fue
incorporada en la distribucién propositiva y con esto se lograron obtener estimaciones muy
similares a las estimaciones maximo verosimil obtenidas cuando se usa el portafolio comple-
to (informacién previa més actual). En general, el uso de informacién previa hace que los
intervalos de credibilidad sean ligeramente mas estrechos que los intervalos de confianza.

Desde el punto de vista numérico y computacional es necesario reportar que tanto el algorit-
mo de optimizacién BFGS y el algoritmo Bayesiano son sensibles para valores considerados
computacionalmente extremos por razones de redondeo y el manejo de digitos de las maqui-
nas. Por esta razén fue necesario en general utilizar controles que evitaran el desbordamiento
de los valores que resultaban de los calculos computacionales. Este es un aspecto muy im-
portante a tener en cuenta en futuras implementaciones principalmente cuando se trabaja
con funciones de verosimilitud con un alto nimero de observaciones y de parametros como
en esta tesis. Cabe recordar que se utilizaron tamanos de datos de alrededor de 29600 y
un numero de parametros de alrededor de 70. En el algoritmo de optimizacién este aspecto
tiende a convertirse en dramatico principalmente para el calculo de las primeras y segundas
derivadas.

En relacién con la actualidad e importancia del tema tratado en este trabajo, es necesario
reportar que a lo largo del desarrollo de la tesis, aparecieron articulos relacionados que en
algunos casos coincidian parcialmente con lo desarrollado en el trabajo y que causé que fuera
necesario hacer modificaciones, ampliaciones y omisiones. Dos ejemplos pueden mencionarse.

En primer lugar, desde el comienzo del trabajo, se propuso utilizar el algoritmo BFGS
implementado en optim y luego en optimz (que es una versién mejorada de optim), en



66 9 Discusién y Conclusiones

todos los procesos de optimizacién. Como se menciona en el capitulo 4, el algoritmo inicial
de estimacion para la cépula mixta fué problematico y un poco artificioso. A mediados del
ano 2014, aparecié un articulo del grupo fuerte en el area liderado por Czado, en donde se
propone y de hecho se usa optim.

En segundo lugar, la primera aproximacién Bayesiana para el problema tratado en esta tesis
recién aparecié a comienzos de 2015, cuando ya se habia implementado nuestro algoritmo.
En todo caso aquel algoritmo publicado es un Metrdpolis-Hastings cldsico (Baumgartner
et al. (2015)), diferente al desarrollado para esta tesis.

Debe resaltarse de otro lado, que uno de los aportes de este trabajo es precisamente mostrar
como los problemas de optimizacién relacionados con las estimaciones maximo verosimil
pueden ser abordados de maneras relativamente simples, permitiendo concentrarse mas en el
problema y en procedimientos alternativos y complementarios, como fue el uso de la técnica
Bayesiana.

La técnica propuesta aqui para el desarrollo del muestreador de tipo Metropoli-Hastings,
si bien no es totalmente nueva, tiene caracteristicas que la vuelve muy 1til no solamente
en este sino en otro tipo de problemas generales. En el algoritmo propuesto, la estimaciéon
maximo verosimil es solamente el paso inicial. Como se mencioné antes, con las herramientas
de optimizacién modernas implementadas en R, el proceso de programar y obtener tales
estimaciones es relativamente rapido. También, construir el algoritmo Bayesiano propuesto
es relativamente rapido. Una ventaja adicional es que la técnica para construir el algoritmo
Bayesiano es bastante genérica y puede aplicarse a diversos problemas.

La técnica Bayesiana permite ampliar de manera significativa la metodologia estadistica en
este campo. Dos ideas centrales ilustran esta afirmacién en esta tesis. Por un lado la predic-
cion de la pérdida total puede obtenerse como un subproducto del algoritmo simplemente
adicionando un par de lineas. De otro lado, la utilizacion de informacién a priori mejora el
tamano de los intervalos de credibilidad haciéndolos mas estrechos con la misma capacidad
de recubrimiento de los pardmetros que los intervalos de confianza.

Los aportes de este trabajo se resumen asi:

1. Se propuso una forma mas general de modelar conjuntamente las variables pago por
reclamaciones y numero de reclamaciones, en relacién con las existentes en la literatura.
Concretamente se introdujo el uso de la familia GAMLSS para el modelamiento del
monto de los pagos.

2. Se trabajo directamente con registros individuales de pdlizas y no con grupos de poli-
zas. En consecuencia no se utilizaron montos de pago promedio como en los trabajos
recientes publicados.

3. Se introdujo formalmente el procedimiento de optimizacién BFGS, desde el punto de
vista matemédtico y se mostraron y utilizaron sus implementaciones en R disponibles
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en los paquetes optim y optimz. Se mostré como estos procedimientos pueden usarse
de manera efectiva para realizar la estimacion maximo verosimil en modelos complejos
como los tratados en esta tesis.

4. Se propuso un algoritmo de estimacién Bayesiana, basado en un muestreador de tipo
Metrépolis-Hastings, con distribucién propositiva independiente, el cual resulta muy
eficiente en términos de tiempo, tasas de aceptacion y baja correlacién de las cadenas
de Markov obtenidas.

5. Se elabord una forma de predecir la pérdida total del portafolio basada en la salida del
muestreador Bayesiano desarrollado.

6. Se demostré como el uso combinado de las técnicas frecuentista y Bayesiana conduce en
general a mejores y més completos resultados que cuando se usan de manera separada
y aislada.

7. Se desarrollaron los algoritmos completos requeridos para la implementacién de cada
uno de los modelos estudiados.

La principales conclusiones de este trabajo son:

1. La utilizacién combinada de procedimientos frecuentistas y Bayesianos permitieron
hacer un desarrollo y analisis mas completo que lo reportado en la literatura en pro-
blemas de modelamiento conjunto de las variables pago por reclamaciones y nimero
de reclamaciones usando copulas.

2. Se mostré como puede construirse un muestreador de tipo Metropolis-Hastings muy
eficiente y efectivo basado en la estimacion maximo verosimil.

3. La estimacion Bayesiana permiti6 incluir informacién adicional para mejorar las esti-
maciones de los parametros y predecir mejor la pérdida total.

4. Los resultados del algoritmo Bayesiano implementado permitié disponer de procedi-
mientos directos para evaluar la bondad de ajuste de modelos, comparar los modelos
candidatos y predecir de manera efectiva la pérdida total del portafolio.

5. Se encontré que la copula Gaussiana es la que entrega mejores resultados en este tipo de
modelamiento, lo cual concuerda con lo reportado antes en la literatura. Para efectos de
comparacion se usaron adicionalmente las copulas de la familia Arquimediana: Frank
y Clayton.

6. Aunque estrictamente hablando, el modelo Gamma para modelar el monto de pagos se
muestra como el modelo a escoger, la diferencia en el DIC con el modelo Weibull es muy
poca. Por otro lado se encontré que el modelo Gamma en general lleva a subestimar la
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prediccién de la pérdida total del portafolio. Esto ha sido una constante en lo reportado
en la literatura. Contrariamente el modelo Weibull para el monto de los pagos lleva a
sobreestimar la prediccién de la pérdida del portafolio dentro de un limite plausible.
Para los usuarios de estos modelos queda la recomendacién de usar ambos modelos, de
tal manera que sus decisiones sean mejor fundamentadas.

Finalmente, para futuros trabajos queda por hacer al menos lo siguiente:

1. Utilizar otros modelos de probabilidad para el niimero de reclamaciones como la distri-
bucién Poisson inflada de ceros, que permita utilizar la informacién de las covariables
de polizas que no presentaron reclamaciones.

2. Utilizar todo el potencial de los modelos GAMLSS en el sentido de modelar no solamen-
te el parametro de localizacién sino también los demas parametros de la distribucién
para el monto de los pagos e inclusive incluir partes no paramétricas (splines) en los
predictores de los parametros de las distribuciones.



A. Tablas

1C Int.Cred 1C IC Int. Cred 1C Int.Cred 1C IC  Int. Cred
Portafolio A Priori Info. Info A Priori Portafolio A Priori Info. Info A Priori
Completo No Inform. Previa Actual Inform. Completo No Inform. Previa Actual Inform.
o 0.1963 0.2015 0.2910 0.2659 0.1955 51 1.0294 0.9835 1.4734 1.4458 0.9854
e 0.1035 0.0999 0.1512 0.1421 0.1000 Ba 0.4887 0.4794 0.7313  0.6583 0.4807
g 0.0940 0.0948 0.1406 0.1265 0.0934 Bs 0.4280 0.4143 0.6198  0.5928 0.3959
y 0.0830 0.0812 0.1238 0.1120 0.0813 Ba 0.3808 0.3699 0.5656 0.5162 0.3764
as 0.0789 0.0753 0.1173  0.1067 0.0779 Bs 0.3717 0.3705 0.5504 0.5050 0.3595
e 0.0840 0.0827 0.1240 0.1142 0.0834 B 0.4060 0.3855 0.5953  0.5555 0.3869
ar 0.0847 0.0814 0.1255 0.1148 0.0844 Bz 0.3911 0.3771 0.5727  0.5357 0.3855
Qs 0.1189 0.1108 0.1741 0.1632 0.1218 Bs 0.6739 0.6807 1.0747 0.8706 0.6552
g 0.0789 0.0756 0.1168 0.1071 0.0799 Bo 0.2812 0.2724 0.4225 0.3771 0.2847
19 0.0810 0.0805 0.1201 0.1097 0.0821 Bio 0.3141 0.3019 0.4799 0.4162 0.3175
oy 0.0926 0.0903 0.1376  0.1253 0.0902 b1 0.3814 0.3757 0.5789  0.5079 0.3807
12 0.0967 0.0972 0.1428 0.1315 0.0981 Bra 0.4005 0.3794 0.5883 0.5481 0.3986
13 0.1176 0.1171 0.1744  0.1594 0.1184 Bz 0.5500 0.5361 0.8099 0.7503 0.5335
14 0.1723 0.1656  0.2517 0.2364 0.1728 Bra 0.9057 0.9150 1.3643 1.2140 0.8819
15 0.1438 0.1421 0.2151 0.1936 0.1421 Bis 0.8610 0.8194 1.1945 1.2435 0.8441
6 0.1253 0.1264 0.1879 0.1685 0.1228 Bie 0.7588 0.7476 1.0576 1.0910 0.7241
a7 0.1317 0.1333 0.1970 0.1773 0.1275 Bz 0.7920 0.7615 1.1121 1.1321 0.7707
g 0.2052 0.2073 0.3074 0.2760 0.1988 Bis 2.0914 2.0328 4.2375 2.4676 2.1125
19 0.0610 0.0609 0.0909 0.0823 0.0630 Bio 0.2520 0.2447 0.3811 0.3363 0.2451
Qg 0.0722 0.0738 0.1082 0.0970 0.0706 B0 0.3458 0.3509 0.5381 0.4524 0.3514
2% 0.0604 0.0604 0.0900 0.0817 0.0597 Ba1 0.2427 0.2289 0.3589 0.3305 0.2363
(e 0.0679 0.0669 0.1013 0.0917 0.0694 Baz 0.2945 0.2812 0.4510 0.3895 0.2870
o3 0.1309 0.1251 0.1947 0.1770 0.1310 Bas 0.5992 0.5676 0.8959 0.8074 0.5949
[N 0.1242 0.1204 0.1850 0.1677 0.1208 Bas 0.5792 0.5508 0.8617 0.7844 0.5659
o5 0.1218 0.1238 0.1823 0.1638 0.1244 Bas 0.5589 0.5560 0.8442 0.7466 0.5426
o 0.1171 0.1188 0.1752 0.1576 0.1159 Bag 0.5419 0.5379 0.8196 0.7238 0.5262
o7 0.1143 0.1154 0.1706 0.1538 0.1145 Bar 0.5309 0.5322 0.7985 0.7113 0.5228
Qg 0.0888 0.0898 0.1320 0.1203 0.0862 Das 0.3966 0.3787 0.6196 0.5173 0.3996
Qa9 0.0811 0.0810 0.1212 0.1093 0.0786 Bog 0.3515 0.3483 0.5387  0.4647 0.3493
s 0.0794 0.0787 0.1190 0.1068 0.0781 B0 0.3447 0.3355 0.5240 0.4579 0.3506
gy 0.0746 0.0726 0.1121 0.1001 0.0741 Bs1 0.3178 0.3139 0.4826 0.4229 0.3069
[ 0.0754 0.0758 0.1132 0.1012 0.0733 Bs2 0.3247 0.3183 0.4854 0.4386 0.3234
33 0.0924 0.0884 0.1371 0.1252 0.0916 Bas 0.3689 0.3653 0.5664 0.4867 0.3817
o 0.0360 0.0355 0.0537 0.0486 0.0344 Ba4 0.2004 0.1904 0.2992 0.2703 0.2044
p 0.0515 0.0482 0.0775  0.0692 0.0505

Tabla A-1.: Longitud intervalos de confianza e intervalos de credibilidad con una a priori
informativa y no informativa: simulacién.
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Portafolio Informacién Intervalo de Credibilidad Intervalo de Credibilidad

Completo Actual A Priori No Informativa A Priori Informativa

Intercepto 0.0841 0.1112 0.1103 0.0829
Masculino 0.0348 0.0460 0.0468 0.0341
Edad_26_35 0.0646 0.0852 0.0836 0.0629

Edad 3645 0.0639 0.0841 0.0832 0.0632

Edad 46 55 0.0650 0.0858 0.0841 0.0642

Edad > 55 0.0659 0.0868 0.0862 0.0656
Afo.Vehiculo 2008 0.0494 0.0654 0.0656 0.0494
Ano.Vehiculo 2010 0.0546 0.0717 0.0725 0.0559
Ano.Vehiculo <= 2004 0.0463 0.0613 0.0612 0.0467
Fiat Uno 1.0 0.0662 0.0869 0.0849 0.0672

Ford Fiesta 1.0 0.0701 0.0928 0.0898 0.0699
Ford Ka 1.0 0.0854 0.1110 0.1107 0.0895
Chevrolet Celta 1.0 0.0620 0.0819 0.0809 0.0626
Chevrolet Corsa 1.0 0.0600 0.0795 0.0811 0.0597
Chevrolet Prisma 0.1007 0.1346 0.1353 0.1009
Volkswagen Fox 1.0 0.0801 0.1056 0.1071 0.0786
Volkswagen Gol 1.0 0.0586 0.0770 0.0767 0.0593
Parana 0.0638 0.0845 0.0847 0.0637

Rio Grande do Sul 0.0669 0.0925 0.0934 0.0677
Rio de Janeiro 0.0701 0.0886 0.0880 0.0655
Santa Catarina 0.0692 0.0917 0.0927 0.0670

Sao Paulo 0.0522 0.0690 0.0679 0.0504

o 0.0250 0.0330 0.0195 0.0153

Tabla A-2.: Longitud intervalos de confianza e intervalos de credibilidad para a y ¢ con una
a priori informativa y no informativa: cépula Gaussiana y marginales Gamma

y Z'TP.
Portafolio Informaciéon Intervalo de Credibilidad Intervalo de Credibilidad
Completo Actual A Priori No Informativa A Priori Informativa
Intercepto 0.1125 0.1494 0.1481 0.1102
Masculino 0.0415 0.0547 0.0560 0.0406
Edad_26_35 0.0897 0.1195 0.1189 0.0911
Edad_36_45 0.0864 0.1149 0.1125 0.0860
Edad_46_55 0.0910 0.1207 0.1176 0.0893
Edad > 55 0.0926 0.1227 0.1202 0.0937
Afio.Vehiculo 2008 0.0572 0.0756 0.0754 0.0560
Afio.Vehiculo 2010 0.0632 0.0825 0.0828 0.0632
Ano.Vehiculo <= 2004 0.0617 0.0816 0.0805 0.0620
Fiat Uno 1.0 0.0837 0.1081 0.1070 0.0851
Ford Fiesta 1.0 0.0864 0.1136 0.1130 0.0852
Ford Ka 1.0 0.0959 0.1267 0.1234 0.0929
Chevrolet Celta 1.0 0.0728 0.0962 0.0947 0.0752
Chevrolet Corsa 1.0 0.0739 0.0972 0.0968 0.0725
Chevrolet Prisma 0.1073 0.1448 0.1454 0.1033
Volkswagen Fox 1.0 0.0915 0.1232 0.1265 0.0868
Volkswagen Gol 1.0 0.0708 0.0919 0.0926 0.0694
Parana 0.0786 0.1031 0.0995 0.0780
Rio Grande do Sul 0.0830 0.1202 0.1206 0.0880
Rio de Janeiro 0.0911 0.1114 0.1102 0.0809
Santa Catarina 0.0954 0.1272 0.1253 0.0923
Sao Paulo 0.0618 0.0814 0.0827 0.0616

Tabla A-3.: Longitud intervalos de confianza e intervalos de credibilidad para 3 con una a
priori informativa y no informativa: cépula Gaussiana y marginales Gamma y

Z'TP.
Portafolio Informacién Intervalo de Credibilidad Intervalo de Credibilidad
Completo Actual A Priori No Informativa A Priori Informativa
p 0.0211 0.0279 0.0153 0.0113

Tabla A-4.: Longitud intervalos de confianza e intervalos de credibilidad para p con una a

priori informativa y no informativa: cépula Gaussiana y marginales Gamma y
ZTP.
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Portafolio Informacién Intervalo de Credibilidad Intervalo de Credibilidad

Completo Actual A Priori No Informativa A Priori Informativa

Intercepto 0.0816 0.1081 0.1098 0.0791

Masculino 0.0336 0.0445 0.0441 0.0330

Edad_26_35 0.0627 0.0826 0.0837 0.0618

Edad 3645 0.0621 0.0818 0.0813 0.0605

Edad 46 55 0.0630 0.0833 0.0848 0.0625

Edad > 55 0.0639 0.0843 0.0850 0.0652
Ano.Vehiculo 20082009 2009 0.0477 0.0633 0.0622 0.0468
Afo.Vehiculo 2010-2011 0.0528 0.0693 0.0686 0.0539
Ano.Vehiculo <= 2004 0.0450 0.0596 0.0616 0.0453
Fiat Uno 1.0 0.0641 0.0842 0.0862 0.0601

Ford Fiesta 1.0 0.0679 0.0900 0.0887 0.0666

Ford Ka 1.0 0.0825 0.1075 0.1062 0.0797

Chevrolet Celta 1.0 0.0599 0.0792 0.0792 0.0581
Chevrolet Corsa 1.0 0.0581 0.0770 0.0763 0.0561
Chevrolet Prisma 0.0974 0.1304 0.1300 0.0925
Volkswagen Fox 1.0 0.0774 0.1022 0.1003 0.0749
Volkswagen Gol 1.0 0.0567 0.0746 0.0741 0.0558
Parana 0.0618 0.0820 0.0807 0.0612

Rio Grande do Sul 0.0650 0.0898 0.0859 0.0663
Rio de Janeiro 0.0679 0.0860 0.0861 0.0637

Santa Catarina 0.0672 0.0891 0.0864 0.0668

Sao Paulo 0.0504 0.0669 0.0664 0.0480

o 0.0145 0.0191 0.0260 0.0189

Tabla A-5.: Longitud intervalos de confianza e intervalos de credibilidad para a y ¢ con una
a priori informativa y no informativa: cépula Gaussiana y marginales Weibull

y Z'TP.
Portafolio Informacién Intervalo de Credibilidad Intervalo de Credibilidad
Completo Actual A Priori No Informativa A Priori Informativa
Intercepto 0.1115 0.1481 0.1494 0.1100
Masculino 0.0410 0.0541 0.0529 0.0389
Edad 2635 0.0891 0.1187 0.1159 0.0888
Edad_36_45 0.0856 0.1139 0.1114 0.0872
Edad_46_55 0.0903 0.1198 0.1164 0.0919
Edad > 55 0.0919 0.1219 0.1212 0.0915
Afio.Vehiculo 2008-2009 0.0565 0.0747 0.0738 0.0559
Afio.Vehiculo 20102011 0.0624 0.0815 0.0794 0.0630
Ano.Vehiculo <= 2004 0.0610 0.0807 0.0809 0.0617
Fiat Uno 1.0 0.0827 0.1067 0.1054 0.0821
Ford Fiesta 1.0 0.0855 0.1123 0.1124 0.0839
Ford Ka 1.0 0.0950 0.1256 0.1232 0.0929
Chevrolet Celta 1.0 0.0719 0.0950 0.0928 0.0703
Chevrolet Corsa 1.0 0.0730 0.0960 0.0944 0.0719
Chevrolet Prisma 0.1060 0.1429 0.1415 0.1033
Volkswagen Fox 1.0 0.0904 0.1215 0.1193 0.0876
Volkswagen Gol 1.0 0.0701 0.0910 0.0893 0.0718
Paranda 0.0775 0.1016 0.0982 0.0792
Rio Grande do Sul 0.0819 0.1188 0.1199 0.0909
Rio de Janeiro 0.0900 0.1098 0.1081 0.0824
Santa Catarina 0.0940 0.1251 0.1245 0.0940
Sao Paulo 0.0610 0.0804 0.0797 0.0624

Tabla A-6.: Longitud intervalos de confianza e intervalos de credibilidad para 3 con una a
priori informativa y no informativa: cépula Gaussiana y marginales Weibull y

Tabla A-7.:

ZTP.

Completo

Portafolio  Informacién

Actual

Intervalo de Credibilidad Intervalo de Credibilidad
A Priori No Informativa

A Priori Informativa

0 0.0212

0.0281

0.0154

0.0115

Longitud intervalos de confianza e Intervalos de credibilidad para p con una a
priori informativa y no informativa: cépula Gaussiana y marginales Weibull y

ZTP.
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EMV  Desv. Est. IC.inf 1C.sup EAP Desv. Est. ICred.inf ICred.sup

Inf.Actual Info.Actual Info.Actual Info.Actual
Intercepto 8.2863 0.0284 8.2308 8.3419  8.2863 0.0285 8.2316 8.3418
Masculino 0.0292 0.0117 0.0063 0.0522  0.0294 0.0120 0.0068 0.0536
Edad_26_35 0.1400 0.0217 0.0975 0.1826  0.1398 0.0213 0.0992 0.1828
Edad_36.45 0.2390 0.0214 0.1970 0.2811  0.2387 0.0213 0.1959 0.2792
Edad_46_55 0.1100 0.0219 0.0671 0.1528  0.1092 0.0218 0.0672 0.1513
Edad > 55 0.0941 0.0221 0.0507 0.1375  0.0940 0.0220 0.0510 0.1372
Ano.Vehiculo 20082009 0.1842 0.0167 0.1514 0.2169  0.1844 0.0168 0.1513 0.2168
Ano.Vehiculo 2010-2011 0.1242 0.0183 0.0883 0.1600  0.1238 0.0184 0.0894 0.1618
Ano.Vehiculo <= 2004 -0.1122 0.0156 -0.1428 -0.0815 -0.1119 0.0157  -0.1424 -0.0812
Fiat Uno 1.0 -0.1256 0.0222 -0.1690 -0.0821 -0.1250 0.0222  -0.1641 -0.0792
Ford Fiesta 1.0 0.0321 0.0237 -0.0143 0.0785  0.0323 0.0235  -0.0102 0.0796
Ford Ka 1.0 -0.1032 0.0283 -0.1587 -0.0477  -0.1029 0.0283  -0.1635 -0.0528
Chevrolet Celta 1.0 -0.1029 0.0209 -0.1439 -0.0620 -0.1033 0.0210  -0.1432 -0.0622
Chevrolet Corsa 1.0 -0.0960 0.0203 -0.1358 -0.0563 -0.0961 0.0206  -0.1369 -0.0557
Chevrolet Prisma -0.0813 0.0343 -0.1486 -0.0140 -0.0807 0.0348  -0.1487 -0.0134
Volkswagen Fox 1.0 -0.0472 0.0269 -0.1000 0.0056 -0.0472 0.0276  -0.0973 0.0098
Volkswagen Gol 1.0 0.0518 0.0197 0.0132 0.0903  0.0515 0.0195 0.0158 0.0925
Parana 0.0529 0.0216 0.0107 0.0952  0.0528 0.0214 0.0106 0.0953
Rio Grande do Sul 0.0602 0.0236 0.0139 0.1065  0.0604 0.0238 0.0153 0.1087
Rio de Janeiro 0.0876 0.0226 0.0434 0.1319  0.0880 0.0224 0.0403 0.1283
Santa Catarina -0.0657 0.0234 -0.1116 -0.0199 -0.0654 0.0236  -0.1140 -0.0214
Sao Paulo 0.1775 0.0176 0.1430 0.2120 0.1778 0.0175 0.1443 0.2122
o 0.6052 0.0084 0.5887 0.6217  0.6057 0.0084 0.5965 0.6160

Tabla A-8.: Intervalos de confianza e intervalos de credibilidad del 95 % para e y o con una
a priori no informativa: cépula Gaussiana y marginales Gamma y ZTP.

EMV  Desv. Est. 1C.inf 1C.sup EAP Desv. Est. ICred.inf ICred.sup

Inf.Actual Info.Actual Info.Actual Info.Actual
Intercepto -0.1693 0.0381 -0.2440 -0.0946 -0.1702 0.0379  -0.2455 -0.0974
Maculino -0.0368 0.0140 -0.0641 -0.0094 -0.0365 0.0144  -0.0644 -0.0084
Edad 2635 0.4299 0.0305 0.3702 0.4897  0.4300 0.0306 0.3717 0.4906
Edad _36-45 0.6960 0.0293 0.6385 0.7534  0.6961 0.0291 0.6393 0.7518
Edad _46_55 0.3916 0.0308 0.3313 0.4520  0.3917 0.0303 0.3288 0.4464
Edad > 55 0.3651 0.0313 0.3038 0.4265  0.3653 0.0306 0.3023 0.4224
Ano.Vehiculo 20102011 0.3487 0.0211 0.3074 0.3900  0.3482 0.0212 0.3059 0.3887
Afio.Vehiculo <= 2004 -0.2132 0.0208 -0.2540 -0.1724 -0.2132 0.0209  -0.2534 -0.1729
Fiat Uno 1.0 -0.1493 0.0276 -0.2033 -0.0952  -0.1489 0.0274  -0.2023 -0.0953
Ford Fiesta 1.0 -0.0469 0.0290 -0.1037 0.0099 -0.0462 0.0288  -0.1015 0.0115
Ford Ka 1.0 0.0995 0.0323 0.0361 0.1628  0.0989 0.0322 0.0406 0.1640
Chevrolet Celta 1.0 0.0367 0.0245 -0.0114 0.0848  0.0361 0.0244  -0.0116 0.0831
Chevrolet Corsa 1.0 0.0309 0.0248 -0.0177 0.0795  0.0304 0.0244  -0.0219 0.0748
Chevrolet Prisma 0.0398 0.0369 -0.0326 0.1122  0.0400 0.0374  -0.0320 0.1134
Volkswagen Fox 1.0 -0.0497 0.0314 -0.1112 0.0119 -0.0503 0.0322  -0.1148 0.0118
Volkswagen Gol 1.0 0.0828 0.0235 0.0368 0.1288  0.0826 0.0238 0.0368 0.1294
Parand -0.0071 0.0263 -0.0586 0.0444 -0.0068 0.0259  -0.0579 0.0416
Rio Grande do Sul -0.1696 0.0307 -0.2298 -0.1095 -0.1690 0.0312  -0.2299 -0.1093
Rio de Janeiro -0.0530 0.0284 -0.1087 0.0026 -0.0531 0.0281  -0.1098 0.0004
Santa Catarina -0.3313 0.0324 -0.3949 -0.2677 -0.3312 0.0322 -0.3941 -0.2688
Sao Paulo 0.2611 0.0208 0.2204 0.3018  0.2615 0.0210 0.2181 0.3008

Tabla A-9.: Intervalos de confianza e intervalos de credibilidad del 95 % para (3 con una a
priori no informativa: copula Gaussiana y marginales Gamma y ZTP.

EMV  Desv. Est. IC.inf IC.sup  EAP Desv. Est. ICred.inf ICred.sup
Inf.Actual Info.Actual Info.Actual Info.Actual
p 0.6640 0.0071 0.6501 0.6780 0.6637 0.0071 0.6561 0.6715

Tabla A-10.: Intervalos de confianza e intervalos de credibilidad del 95 % para p con una a
priori no informativa: copula Gaussiana y marginales Gamma y ZTP.
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EMV EMV  Desv. IC.inf IC.sup EAP  Desv. ICred.inf ICred.sup

Inf.Previa Portaf.Comp Est. Portaf.Comp Portaf.Comp Est.
Intercepto 8.3224 8.3032 0.0215 8.2612 8.3453  8.3029 0.0214 8.2619 8.3448
Masculino 0.0416 0.0347  0.0089 0.0173 0.0521  0.0350 0.0088 0.0172 0.0512
Edad_26_35 0.1345 0.1383 0.0165 0.1060 0.1706  0.1383 0.0164 0.1085 0.1714
Edad_36.45 0.1791 0.2146  0.0163 0.1827 0.2466  0.2147 0.0162 0.1812 0.2444
Edad_46_55 0.0726 0.0940 0.0166 0.0616 0.1265 0.0940 0.0166 0.0606 0.1249
Edad >55 0.0421 0.0721 0.0168 0.0392 0.1051  0.0724 0.0168 0.0392 0.1048
Ano.Vehiculo 20082009 0.1401 0.1648 0.0126 0.1400 0.1895 0.1646 0.0126 0.1389 0.1883
Ano.Vehiculo 20102011 0.0553 0.0948 0.0139 0.0675 0.1221  0.0944 0.0143 0.0687 0.1246
Ano.Vehiculo <= 2004 -0.1475 -0.1290 0.0118 -0.1522 -0.1059 -0.1292 0.0119  -0.1548 -0.1081
Fiat Uno 1.0 -0.1824 -0.1497 0.0169 -0.1828 -0.1166 -0.1498 0.0171  -0.1842 -0.1170
Ford Fiesta 1.0 0.0324 0.0321  0.0179 -0.0030 0.0672  0.0321 0.0179  -0.0052 0.0647
Ford Ka 1.0 0.0461 -0.0402  0.0218 -0.0829 0.0025 -0.0418 0.0225  -0.0838 0.0056
Chevrolet Celta 1.0 -0.0818 -0.0944  0.0158 -0.1254 -0.0634 -0.0942 0.0161  -0.1230 -0.0604
Chevrolet Corsa 1.0 -0.1045 -0.0995 0.0153 -0.1296 -0.0695 -0.0997 0.0154  -0.1273 -0.0676
Chevrolet Prisma -0.0388 -0.0641 0.0257 -0.1144 -0.0137 -0.0648 0.0257  -0.1148 -0.0140
Volkswagen Gol 1.0 0.0327 0.0431 0.0150 0.0137 0.0724  0.0432 0.0151 0.0146 0.0739
Parana 0.0619 0.0556  0.0163 0.0237 0.0875  0.0562 0.0162 0.0245 0.0881
Rio Grande do Sul 0.0894 0.1075 0.0171 0.0741 0.1410  0.0721 0.0177 0.0414 0.1091
Rio de Janeiro 0.1346 0.0714  0.0179 0.0364 0.1064  0.1079 0.0169 0.0743 0.1398
Santa Catarina -0.0133 -0.0445 0.0177 -0.0791 -0.0099 -0.0437 0.0173  -0.0756 -0.0086
Sao Paulo 0.1907 0.1822 0.0133 0.1561 0.2083 0.1826 0.0133 0.1567 0.2072
o 0.5987 0.6029 0.0064 0.5903 0.6154  0.6029 0.0065 0.5952 0.6105

Tabla A-11.: Intervalos de confianza e intervalos de credibilidad del 95% para « y o con
una a priori informativa: cépula Gaussiana y marginales Gamma y ZTP.

EMV EMV  Desv. IC.inf IC.sup EAP  Desv. ICred.inf ICred.sup

Inf.Previa Portaf.Comp Est. Portaf.Comp Portaf.Comp Est.
Intercepto -0.0554 -0.1195 0.0287 -0.1757 -0.0633 -0.1196 0.0286 -0.1736 -0.0634
Masculino -0.0376 -0.0365 0.0106 -0.0573 -0.0157 -0.0361 0.0104 -0.0552 -0.0146
Edad_26_35 0.3983 0.4167 0.0229 0.3719 0.4616  0.4169 0.0227 0.3693 0.4604
Edad_36_45 0.6438 0.6745 0.0220 0.6313 0.7177  0.6745 0.0218 0.6319 0.7178
Edad_46_55 0.2748 0.3418 0.0232 0.2963 0.3873  0.3424 0.0231 0.3007 0.3900
Edad > 55 0.2515 0.3168 0.0236 0.2705 0.3631 0.3171 0.0238 0.2715 0.3652
Afio.Vehiculo 20082009 0.3318 0.3439 0.0146 0.3152 0.3725  0.3436  0.0145 0.3146 0.3706
Afio.Vehiculo 20102011 0.2749 0.3170 0.0161 0.2854 0.3486 0.3166 0.0166 0.2839 0.3470
Ano.Vehiculo <= 2004 -0.1923 -0.2061 0.0157 -0.2370 -0.1753  -0.2068 0.0160 -0.2387 -0.1767
Fiat Uno 1.0 -0.2356 -0.1857 0.0213 -0.2276 -0.1439 -0.1852 0.0220 -0.2296 -0.1445
Ford Fiesta 1.0 -0.0672 -0.0553  0.0220 -0.0985 -0.0122  -0.0550 0.0222 -0.0989 -0.0138
Ford Ka 1.0 0.1952 0.1396 0.0245 0.0916 0.1875 0.1393 0.0239 0.0913 0.1842
Chevrolet Celta 1.0 0.0444 0.0395 0.0186 0.0032 0.0759  0.0394 0.0187 0.0020 0.0772
Chevrolet Corsa 1.0 -0.0275 0.0060 0.0189 -0.0310 0.0430  0.0056 0.0185  -0.0338 0.0387
Chevrolet Prisma 0.0924 0.0624 0.0274 0.0088 0.1161  0.0613 0.0267 0.0104 0.1137
Volkswagen Fox 1.0 0.0598 -0.0015 0.0233 -0.0472 0.0443 -0.0005 0.0222 -0.0419 0.0449
Volkswagen Gol 1.0 -0.0102 0.0437 0.0181 0.0083 0.0791  0.0440 0.0178 0.0078 0.0773
Parand -0.0539 -0.0279 0.0200 -0.0672 0.0114 -0.0272 0.0200 -0.0653 0.0128
Rio Grande do Sul -0.1698 -0.0247 0.0212 -0.0662 0.0168 -0.1705 0.0229 -0.2119 -0.1239
Rio de Janeiro 0.0097 -0.1707 0.0232 -0.2163 -0.1252  -0.0243 0.0208  -0.0655 0.0154
Santa Catarina -0.2960 -0.3156  0.0243 -0.3633 -0.2679 -0.3155 0.0239  -0.3603 -0.2680
Sao Paulo 0.2217 0.2439 0.0158 0.2130 0.2748  0.2445 0.0158 0.2122 0.2738

Tabla A-12.: Intervalos de confianza e intervalos de credibilidad del 95% para 8 con una
a priori informativa: copula Gaussiana y marginales Gamma y ZTP.

EMV EMV  Desv. IC.inf ICsup EAP Desv. ICred.inf ICred.sup
Inf.Previa Portaf.Comp Est. Portaf.Comp Portaf.Comp Est.
P 0.6618 0.6628 0.0054 0.6522 0.6733 0.6629 0.0052 0.6573 0.6686

Tabla A-13.: Intervalos de confianza e Intervalos de credibilidad del 95 % para p con una a
priori informativa: céopula Gaussiana y marginales Gamma y ZTP.
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Figura B-1.: Diagrama de dispersién para el nimero de reclamaciones y pagos por recla-
maciones.



C. Programacion en R

C.1. Simulacion Base de Datos

#sample size
n<-20000

#Gender
Gender<-sample(c("M","F") ,n,replace=TRUE,prob=c(0.661,0.339))
d.Gender<-dummy (Gender) [,-1]

# Age

age<-sample(c("[18, 25]","(25,30]","(30,35]","(35,40]","(40,50]",">50") ,n,replace=TRUE,
prob=c(0.0387,0.0835,0.1257, 0.1478, 0.2407,0.3635))

dage<-dummy (age) [,-6]

# city-regional class rcl
rcl<-sample(c("d.7","d.0","d.1","d.5","d.6","d.4","d.2","d 3"),n,replace=TRUE,
prob=c(0.0445,0.0673,0.0960,0.1076,0.1508,0.1550,0.1628,0.2160))
drcl<-dummy (rcl) [,-6]

#Premium rate
premrate<-sample(c("4.6","d.5","d.","d.3","d.2","d.1","d.0") ,n,replace=TRUE,
prob=c(0.0189,0.0522,0.0916,0.0992,0.1168,0.2791,0.3423 ))

d.premrate<-dummy (premrate) [,-1]

# Deductible
deduct<-sample(c("d.4","d.0","d.1","d.3","d.2") ,n,replace=TRUE,
prob=c( 0.0152,0.0319,0.0847,0.1979,0.6712))

d.deduct<-dummy (deduct) [,-1]

# Driven distance
Drivdist<-sample(c("d.2","d.4","d.1","d.3","d.0") ,n,replace=TRUE,
prob=c(0.1283, 0.1517,0.222,0.2339,0.264))

d.Drivdist<-dummy (Drivdist) [,-1]

# Construction year
Constyear<-sample(c("d.6","d.1","d.2","d.0","d.3","d.5","d.4") ,n,replace=TRUE,
prob=c(0.0911,0.0996,0.1340,0.1353,0.1537,0.1908,0.1955) )

d.Constyear<-dummy (Constyear) [,-1]

# Desigm matrix Poisson model
Z<-cbind(rep(1,n) ,drcl,d.premrate,d.deduct,d.Drivdist,dage,d.Constyear,d.Gender)

# # Desigm matrix Gamma model
X<-cbind(rep(1,n),drcl,d.premrate,d.deduct,d.Drivdist,dage,d.Constyear)

# Simulation parameter
#Gamma Margin
alphasimjoint<-c(8.1357,0.0144,-0.0132,0.0491,0.1520,0.1251,0.1118,0.1646,0.1268,
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0.0804,0.1656,0.2505,0.2903,0.3961,0.2169,0.2946,0.3560,0.3498,0.0292,0.0297,0.0577
,0.0509,-0.0518,-0.0744,-0.0349,-0.0135,-0.0916,0.0768,0.1078,0.1151,0.1272,0.1814,0.2140)

#ZTP Margin
betasimjoint<-c(-2.2503, 0.2193,0.3970,0.4931,0.4230,0.3092,0.3992,-0.1357,-0.1149,-0.6478,
-0.6593,-0.5707,-0.74,-0.8177,0.2503,0.9658,0.3459,-1.1229,-0.0799,-0.3224,-0.0295,-0.1551,
-0.0878,-0.1587,0.0404,-0.0140,-0.0535, -0.1198,-0.0626,-0.0193,0.0420,0.0367,0.1354,0.2960)

##### Copula parameter tau=0.128 ( rho=0.25)
sigma.sim<-0.5904

rho.sim<-0.25

tau.sim<-2/pix*asin(rho.sim)

# Exposure
Offset<-runif (n,min=0.4,max=1)

#Generating correlated random variables:
# number of claims and claim amounts.

# zt=TRUE (ZeroTruncated Poisson)
#family=1 (Gaussian Copula)

library(VineCopula)
library(CopulaRegression)

simulated.response<-simulate_regression_data(n, alphasimjoint,
betasimjoint,X, Z, sigma.sim, tau.sim, family=1, zt=TRUE, Offset)

Ygamjointcop<-simulated.response[,1]
Ypoisjointcop<-simulated.responsel[,2]

C.2. Algoritmo BFGS

library(optimx)
library (MASS)
library(stats)
library (numDeriv)

### auxiliary functions

#Parametrization for rho

# Gaussian copula

ES

# Fisher transformation
# transform from [-1,1] a R

Fisher.t<-function(rho)

{

# control in extremes

rho_t = ifelse(rho > 0.99,0.99,rho)
rho_t = ifelse(rho < -0.99,-0.99,rho)
# transformation

z = 0.5%log((1+rho_t)/(1-rho_t))

z

}
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# Inverse Fisher transformation
# transform from R to [-1,1]

inv.Fisher.t<-function (z)

{
# controled exponential
z_t=ifelse(z < -2.646652,-2.646652,z)
z_t=ifelse(z > 2.646652, 2.646652,z)
# transformation
rho = (exp(2 * z_t) - 1)/(exp(2 * z_t) + 1)
rho

}

# Copula Clayton
# transform from R to (0,Inf)

rho.Clayton<-function (z)

{
# control in zero values
z_t=ifelse(z < 1.e-04,max(exp(z),1.e-04),z)
z_t

}

# Copula Frank
# transform from R to R\{0}
rho.Frank<-function (z)

{
# control in zero values
z_t=ifelse(abs(z)< le-04,1e-04*sign(out),z)
z_t
}
# e Exponential control for sigma

expn<-function (sigma)

{

# control in extremes

sigma_0 = ifelse(sigma < -27,-27,sigma)
sigma_0 = ifelse(sigma > 27, 27,sigma)
# compute exponential value

exp(sigma_0)

#CDF ZTP

pztp<-function(y,lambda)

{
# control for very low values of lambda
1 = ifelse(lambda<1.0e-6,1.0e-6,lambda)
out = (ppois(y,1)-exp(-1))/(1-exp(-1))

#-—mm Log likelihood ZTP

log.likelihood.truncpois<-function(beta,Z,Y,0ffset)

{
if (tis.matrix(Z)){



78 C Programacién en R

Z = matrix(c(Z),length(Z),1)

}
1<-sum(-exp(log(0ffset)+Z %*% beta) +Y*log(exp(log(Offset)+Z %x¥ beta))
-log(1-exp(-exp(log(Offset)+Z %*}, beta)))-1lfactorial(Y))
return(-1)
}
log likelihood Mixed Copula (Gaussian, Frank, Clayton Copulas) #
input

the range of every parameters is R.
params. initial values for the params
params[1:p] : independent Gamma or Weibull regression parameters
params[p+1:q] : independent Zero Truncated Poisson regression parameters
params [p+q+1]: sigma (dispersion) parameter.
it is necessary to take exp(sigma) in the likelihood
params [p+q+2]: z parameter. it is necessary to take inv.Fisher.t(z),
or rho.Clayton(z) or rho.Frank(z) depending on the copula class.
to have the rho parameter in the likelihood
exposure: Offset: exposition time for truncated Poisson observations
R : Design matrix for Gamma regression
S : Design matrix for ZTP regression
mle : main mode of the log likelihood
Hessian : Hessian matrix at mle
inv.hessian= inverse Hessian matrix at mle
Sigma : initial Covariance for the proposal
mu.prior: prior mean
Sigma.prior: prior Covariance
warm: warming length
size: sample size

H OH OH O OH O OH OB OB OH OB OH OH OH H OHHHEHEHE K H

## Log likelihood Copula - margins Gamma and ZTP
log.likelihood.copula.marg.Gamma<-function(params,Y.gamma,Y.pois,R,S,exposure)
{

p <- ncol(R)

q <- ncol(S)

if (length(params)!= p+q+2) {stop("params must have length p+q+2")}

lambda = as.vector(exp(S %*J, params[p+1:q])*exposure)
mu = as.vector (exp(R%*Yparams[1:p]))

sigma_t = expn(params[p+q+1])

# rho in a Gaussian copula:
rho_t = inv.Fisher.t(params[p+q+2])

# rho in a Clayton copula:
#rho_t = rho.Clayton(params[p+q+2])

# rho in a Frank copula:

#rho_t rho.Frank(params [p+q+2])

a = 1/sigma_t
mu*sigma_t

# control very low values of the Gamma parameters
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ifelse(a<1.0e-300,1.0e-300,a)
ifelse(s<1.0e-300,1.0e-300,s)

n e
o

# control very high values of the Gamma parameters
a = ifelse(a>1.0e300,1.0e300,a)
s = ifelse(s>1.0e300,1.0e300,s)

# u-CDF margin Gamma

u = pgamma(Y.gamma,shape = a, scale=s,log=FALSE)
u ifelse(u>0.9999,0.99,u)

u ifelse(u< 107-320,107-320,u)

# v , vw-CDF margin ZTP
v

v

v

= pztp(Y.pois,lambda)
ifelse(v>0.9999,0.99,v)
ifelse(v<10~-320,10"-320,v)

vv = pztp(Y.pois-1, lambda)

vv = ifelse(vv>0.9999,0.99,vv)

vv = ifelse(vv<10~-320,10"-320,vv)

gl = dgamma(Y.gamma,shape = a, scale=s,log=FALSE)

# For a Gaussian Copula to use:
D.rho =pnorm((gnorm(v)-(rho_t*qnorm(u)))/sqrt(1-rho_t~2))
D.rho_1 =pnorm((gnorm(vv)-(rho_t*gnorm(u)))/sqrt(i-rho_t~2))

#For a Clayton copula to use:

# D.rho = u”(-rho_t-1)*(u~(-rho_t)+v~(-rho_t)-1) "~ (-1-(1/rho_t))
# D.rho_1=u"(-rho_t-1)*(u~ (-rho_t)+vv~(-rho_t)-1) " (-1-(1/rho_t))

#For a Frank copula to use:

#D.rho = (exp(rho_t)*(exp(rho_t*v)-1))/(exp(rho_t*(u+1))
#+exp (rho_t*(v+1))-exp(rho_t)-exp(rho_t*(u+v)))

# D.rho_1= (exp(rho_t)*(exp(rho_t*vv)-1))/(exp(rho_t*(u+1))
#+exp (rho_t*(vv+1))-exp(rho_t)-exp(rho_t*(ut+vv)))

f = gix(D.rho - D.rho_1)

# Control zero values in f
f=ifelse(f<1.e-320,1.e-320,f)
f=ifelse(£f>1.e308,1.e308,f)

1 =-sum(log(£f))

1

}

# GLM Poisson (initial values for margin ZTP)
beta<-as.vector (summary (glm(Ypoisjointcop~offset (Offset)+Zpois,family=poisson(link=1log)))$coefficients[, 1])

# Independent ZTP

betaz<-optimx(beta,log.likelihood.truncpois,method="BFGS",
control=list(save.failures=TRUE,trace=0),Y=Ypoisjointcop, Z=Zpois,Offset=0ffset)
betaztp<-coef (betaz)

results<-attr(betaz, "details")

hesspois<-results[[3]]

Inv.hesspois<-solve(hesspois)
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std.errorpois<-sqrt(diag(Inv.hesspois))
# Independent Gamma (initial values for margin Gamma)

alphag<-summary(glm(Ygamjointcop~Xgam, family=Gamma(link=1log)))$coefficients[,1]
dispersion.gamma<-summary (alphag, dispersion = gamma.dispersion(alphag))
sigma.marg<-0.5849236

rho.init<-0.1

# Initial values Mixed Cépula
init.paramet<-c(alphag,betaztp,sigma.marg,rho.init)

par.cop<-optimx(init.paramet,log.likelihood.copula.marg.Gamma,method="BFGS",
control=list(save.failures=TRUE, trace=2,kkt=TRUE),Y.gamma=Ygamjointcop,
Y.pois=Ypoisjointcop,R=Xgam,S=Zpois,exposure=0ffset)

p.copjoint<-coef (par.cop)

# Copula coefficients
results<-attr(par.cop,"details")
Hessian<-results[[3]]
Inv.hess<-solve(Hessian)

## Log likelihood Copula - margins Weibull and ZTP

log.likelihood.copula.marg.Weibull<-function(params,Y.wei,Y.pois,R,S,exposure)

{

p <- ncol(R)

q <- ncol(S)

if (length(params)!= p+q+2) {stop("params must have length p+q+2")}

sigmal= expn(params[p+q+1])

lambda = as.vector(exp(S %*J, params[p+1:ql)*exposure) # Poisson
mul = as.vector(exp(R/*%params[1:p])) #parameter mu

# control very low values
mul = ifelse(mul<1.0e-300,1.0e-300,mul)
sigmal= ifelse(mul<0.005,0.005,sigmal)
# control very high values

mul = ifelse(mul>1.0e300,1.0e300,mul)

# rho in a Gaussian copula:
rho_t = inv.Fisher.t(params[p+q+2])

# rho in a Clayton copula:
#rho_t = rho.Clayton(params[p+q+2])

# rho in a Frank copula:

#rho_t rho.Frank(params [p+q+2])

u = pWEI3(Y.wei, mu = mul, sigma = sigmal)
u = ifelse(u>0.9999,0.99,u)
u = ifelse(u< 10°-320,10°-320,u)

v = pztp(Y.pois,lambda)



C.3 Algoritmo Muestreador Tipo Metrépolis-Hastings

81

v = ifelse(v>0.9999,0.99,v)
v = ifelse(v<107-320,10"-320,v)

vv = pztp(Y.pois-1, lambda)
vv = ifelse(vv>0.9999,0.99,vv)
vv = ifelse(vv<10~-320,10"-320,vv)

gl =dWEI3(Y.wei,mu=mul,sigma=sigmal)

# For a Gaussian Copula to use:
D.rho =pnorm((gqnorm(v)-(rho_t*qnorm(u)))/sqrt(1-rho_t~2))
D.rho_1 =pnorm((gnorm(vv)-(rho_t*qnorm(u)))/sqrt(1-rho_t"2))

#For a Clayton copula to use:

# D.rho = u~(-rho_t-1)*(u~(-rho_t)+v~(-rho_t)-1) " (-1-(1/rho_t))
# D.rho_1=u"(-rho_t-1)*(u~ (-rho_t)+vv~(-rho_t)-1)~(-1-(1/rho_t))

#For a Frank copula to use:

#D.rho = (exp(rho_t)*(exp(rho_t*v)-1))/(exp(rho_t*(u+1))
#+exp (rho_t*(v+1))-exp(rho_t)-exp(rho_t*(u+v)))

# D.rho_1= (exp(rho_t)*(exp(rho_t*vv)-1))/(exp(rho_t*(u+1))
#+exp (rho_t*(vv+1))-exp(rho_t)-exp(rho_t*(u+vv)))

f = gix(D.rho - D.rho_1)

f=ifelse(f<1.e-320,1.e-320,f)
f=ifelse(f>1.e308,1.e308,f)
1 =-sum(log(£f))

1
}
library(gamlss)

gamlss.wei<-gamlss(Yga~Xgal,-1],family=WEI3)
alpha.wei<-gamlss.wei$mu.coef
sigma<-gamlss.wei$sigma.coef

rho.init<-0.2
init.val<-c(alpha.wei,par.beta,sigma,rho.init)

likel_wei_cop(init.val,Yga,Ypo,Xga,Zpo,offsetcoll)

par.wei.cop<-optimx(init.val,log.likelihood.copula.marg.Weibull,method="BFGS",control=1list
(save.failures=TRUE,trace=2),
Y.wei=Yga,Y.pois=Ypo,R=Xga,S=Zpo,exposure=offsetcoll)

C.3. Algoritmo Muestreador Tipo Metrépolis-Hastings

metrop.copula.gam.pois<-function(Y.gamma,Y.pois,R,S,exposure,p=33, q=34,mle,Inv.Hessiana,
mu.prior,Sigma.prior,tuning=1,warm = 100, size = 1000)
{
1.likelihood<-function(params)
{
if (length(params)!= p+q+2) {stop("params must have length p+q+2")}
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lambda = as.vector(exp(S %x% params[p+1:q]))*exposure # Poisson
mu = as.vector(exp(R/*/params[1:p])) #Gamma

sigma_t = expn(params[p+q+1])
rho_t = inv.Fisher.t(params[p+q+2])

# rho in a Gaussian copula:
rho_t = inv.Fisher.t(params[p+q+2])

# rho in a Clayton copula:
#rho_t = rho.Clayton(params[p+q+2])

# rho in a Frank copula:

#rho_t = rho.Frank(params[p+q+2])
a = 1/sigma_t
s = mu*sigma_t
a = ifelse(a<1.0e-300,1.0e-300,a)
s = ifelse(s<1.0e-300,1.0e-300,s)

ifelse(a>1.0e300,1.0e300,a)
s = ifelse(s>1.0e300,1.0e300,s)

»
[

# u-CDF Gamma margin

u = pgamma(Y.gamma,shape = a, scale=s,log=FALSE)
u = ifelse(u>0.9999,0.99,u)
u = ifelse(u< 107-320,107-320,u)

# v,vv -CDF ZTP margin

v = probztp(Y.pois,lambda)

v = ifelse(v>0.9999,0.99,v)

v = ifelse(v<10°-320,10"-320,v)
vv = probztp(Y.pois-1, lambda)

vv = ifelse(vv>0.9999,0.99,vv)

vv = ifelse(vv<10°-320,10"-320,vv)

gl = dgamma(Y.gamma,shape = a, scale=s,log=FALSE)

# For a Gaussian Copula to use:
D.rho =pnorm((gqnorm(v)-(rho_t*qnorm(u)))/sqrt(1-rho_t~2))
D.rho_1 =pnorm((gnorm(vv)-(rho_t*qnorm(u)))/sqrt(1-rho_t"2))
#For a Clayton copula to use:

# D.rho = u”~(-rho_t-1)*(u~(-rho_t)+v~(-rho_t)-1) " (-1-(1/rho_t))
# D.rho_1=u"(-rho_t-1)*(u~ (-rho_t)+vv~(-rho_t)-1)~(-1-(1/rho_t))

#For a Frank copula to use:

#D.rho = (exp(rho_t)*(exp(rho_t*v)-1))/(exp(rho_t*(u+1))
#+exp (rho_t*(v+1))-exp(rho_t)-exp(rho_t*(u+v)))

# D.rho_1= (exp(rho_t)*(exp(rho_t*vv)-1))/(exp(rho_t*(u+1))
#+exp (rho_t*(vv+1))-exp(rho_t)-exp(rho_t*(u+vv)))

f = gi*(D.rho - D.rho_1)

f=ifelse(f<1.e-320,1.e-320,f)
f=ifelse(f>1.e308,1.e308,f)
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1 =sum(log(f))
1

I end 1.likelihood function

sampler.param<-function(mu.prior, mle, Sigma.prior, Inv.Hessian){
S1 = solve(Sigma.prior)
52 = solve(Inv.Hessian)
Sigma = solve(S1 + S2 )

mu = as.vector(Sigma*’%( S1%*/mu.prior + S2J%*%mle))
1 = list(Sigma= Sigma, mean = mu)
1

if (dim(R) [1]!'= dim(8) [1]) {stop("R and S must have the same same number of rows")}

alpha.0 = mle[1:p]

beta.0 = mlel[(p+1):(p+q)]

sigma.0 = mle [p+q+1] # sigma.O0 in R
z.0 = mle[p+q+2] # z.0 in R

par.mode=as.vector(c(alpha.0,beta.0,sigma.0,z.0))

# parameters of the sampler

1 = sampler.param(mu.prior,par.mode,Sigma.prior, Inv.Hessian)
mu = 1$mean

Sigma = 1$Sigma

# total size
rows = warm + size
cols = p+qg+2

# matrix of sample
smpl = matrix(NA, rows,cols)

# vector of log likelihood values
log.1l = numeric(rows)

# vector of prior distribution values
prior.val = numeric(rows)

# vector of proposal distribution values
prop.val = numeric(rows)

# initial sample
smpl = mvrnorm(rows,mu=mu,Sigma=Sigma)

# compute densities
for (i in 1: rows){

# print(i)
log.1[i]= 1.likelihood(smpll[i,])
}
prior.val = dmvnorm(smpl,mean = mu.prior,sigma=Sigma.prior,log=TRUE)
prop.val = dmvnorm(smpl,mean = mu, sigma=Sigma, log=TRUE)

# Metropolis-hasting sampler (independent proposal)
new.val =FALSE
for (i in 2: rows){
alpha.sigmam = log.1l[i] + prior.vall[i]l -prop.vallil
alpha.den = log.1[i-1]+ prior.val[i-1] - prop.valli-1]
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dif.alpha = alpha.sigmam-alpha.den

alpha = exp(dif.alpha)
if (is.nan(new.val))

{new.val =FALSE} else if(alpha > 1)
{new.val =TRUE} else if (alpha >runif(1))
{new.val =TRUE}

if (!'mew.val){
log.1[i] = log.1[i-1]
prior.val[i] = prior.vall[i-1]
prop.val[i]l = prop.val[i-1]
smpl[i,] = smpl[i-1,]
}
new.val = FALSE

}# end for i

sampleburn=smpl [-(1:warm) ,]

return(sampleburn)

}

#

# end metrop.copula.gam.pois function

Simulation of correlated data (number of claims and claim amounts )

library(CopulaRegression)

loss.nbclaim<-function(R,S,chain.posterior,exposure)

{

}

p=dim(R) [2]
q=dim(S) [2]

i.p=dim(R) [1] # number of policies.
j.mh=dim(chain.posterior) [1] #chain iterations
loss=matrix(0,i.p,j.mh)
number.claim=matrix(0,i.p,j.mh)

sample=i.p

delta_j = expn(chain.posterior[,p+q+1])

rho_j = inv.Fisher.t(chain.posterior[,p+q+2])
tau_j = 2/pi*asin(rho_j)

alpha =chain.posterior[,1:p]

beta =chain.posterior[, (p+1): (p+q)]

for(j in 1:j.mh)

{
# lambdai = as.vector(exp(Si*Jchain.posterior[j,p+1:ql)*exposure)
#mui = as.vector (exp(R/*Y%chain.posterior[j,1:p]))

out= simulate_regression_data(sample,alphalj,],

betalj,],R,S,delta_j[jl,tau_j[j],family=1,zt=TRUE, exposure)

loss[,jl=outl[,1]
number.claim[, jl=out[,2]
} # end for j
Z= cbind(1,number.claim)
return(Z)
#end function



Bibliografia

Aas, K., Czado, C., Frigessi, A. & Bakken, H. (2009), ‘Pair-copula constructions of multiple
dependence’, Insurance: Mathematics and economics 44(2), 182-198.

Baumgartner, C. (2013), Comparison of multivariate mixed and copula models for the esti-
mation of losses, Master’s thesis, Technische Universitdat Miinchen.

Baumgartner, C., Gruber, L. F. & Czado, C. (2015), ‘Bayesian total loss estimation using
shared random effects’, Insurance: Mathematics and Economics 62, 194-201.

Box, G. (1980), ‘Sampling and Bayes’ inference in scientific modelling and robustness’, Jour-
nal of the Royal Statistical Society. Series A. 143, 383-430.

Brechmann, E. C. & Schepsmeier, U. (2013), ‘Modeling Dependence with C- and D-Vine
Copulas: The R Package CDVine’, Journal of Statistical Software 52(3), 1-27.

Byrd, R. H., Lu, P., Nocedal, J. & Zhu, C. (1995), ‘A limited memory algorithm for bound
constrained optimization’, SIAM Journal on Scientific Computing 16(5), 1190-1208.

Carlin, B. P. & Louis, T. A. (2008), Bayesian Methods for Data Analysis, CRC Press.
Charpentier, A. (2014), Computational Actuarial Science with R, CRC Press.

Cummins, J. D., Dionne, G., McDonald, J. B. & Pritchett, B. M. (1990), ‘Applications
of the GB2 family of distributions in modeling insurance loss processes’, Insurance:
Mathematics and Economics 9(4), 257-272.

Czado, C., Kastenmeier, R., Brechmann, E. C. & Min, A. (2012), ‘A mixed copula model
for insurance claims and claim sizes’, Scandinavian Actuarial Journal (4), 278-305.

De Jong, P. (2009), Modeling dependence between loss triangles using copulas, Technical
report, Macquarie University, Australia.

Dutang, C., Charpentier, A. & Dutang, M. C. (2015), ‘Package CASdatasets’.

Embrechts, P., Kliippelberg, C. & Mikosch, T. (1997), Modelling Ezxtremal Events, Vol. 33,
Springer.



86 Bibliografia

Embrechts, P., Lindskog, F. & McNeil, A. (2001), Modelling Dependence with Copulas, Tech-
nical report, Département de Mathématiques, Institut Fédéral de Techcnologie de Zu-
rich, Zurich.

Fletcher, R. (1970), ‘A new approach to variable metric algorithms’, The Computer Journal
13(3), 317-322.

Frangos, N. & Karlis, D. (2004), ‘Modelling losses using an exponential-inverse Gaussian
distribution’, Insurance: Mathematics and Economics 35(1), 53-67.

Frees, E. W. & Valdez, E. A. (1998), ‘Understanding relationships using copulas’, North
American Actuarial Journal 2(1), 1-25.

Frees, E. W. & Wang, P. (2006), ‘Copula credibility for aggregate loss models’, Insurance:
Mathematics and Economics 38(2), 360-373.

Furman, E. & Landsman, Z. (2010), ‘Multivariate Tweedie distributions and some related
capital-at-risk analyses’, Insurance: Mathematics and Economics 46(2), 351-361.

Gelfand, A. E., Dey, D. K. & Chang, H. (1992), Model determination using predictive dis-
tributions with implementation via sampling-based methods, Technical report, DTIC
Document.

Gelman, A., Carlin, J. B., Stern, H. S. & Rubin, D. B. (2014), Bayesian Data Analysis,
Vol. 2, Taylor and Francis.

Gelman, A., Meng, X.-L. & Stern, H. (1996), ‘Posterior predictive assessment of model fitness
via realized discrepancies’, Statistica sinica 6(4), 733-760.

Genest, C. & MacKay, R. J. (1986), ‘Copules archimédiennes et families de lois bidimension-
nelles dont les marges sont données’, Canadian Journal of Statistics 14(2), 145-159.

Griva, 1., Nash, S. G. & Sofer, A. (2009), Linear and Nonlinear Optimization, Siam.

Gschloll, S. & Czado, C. (2007), ‘Spatial modelling of claim frequency and claim size in
non-life insurance’, Scandinavian Actuarial Journal (3), 202-225.

Guillen, M., Prieto, F. & Sarabia, J. M. (2011), ‘Modelling losses and locating the tail
with the Pareto positive stable distribution’, Insurance: Mathematics and Economics
49(3), 454-461.

Gutman, 1. (1967), ‘The use of the concept of a future observation in goodness of fit pro-
blems’, Journal of the Royal Statistical Society. Series B. pp. 83-100.

Haberman, S. & Renshaw, A. E. (1996), ‘Generalized linear models and actuarial science’,
Journal of the Royal Statistical Society: Series D (The Statistician) 45(4), 407-436.



Bibliografia 87

Heller, G., Stasinopoulos, M. & Rigby, B. (2006), The zero-adjusted inverse gaussian dis-
tribution as a model for insurance claims, in ‘Proceedings of the 21th International
Workshop on Statistical Modelling’.

Hsu, J. S. (1995), ‘Generalized Laplacian approximations in Bayesian inference’, The Cana-
dian Journal of Statistics pp. 399-410.

Jeon, Y. & Kim, J. H. (2013), ‘A Gamma kernel density estimation for insurance loss data’,
Insurance: Mathematics and Economics 53(3), 569-579.

Joe, H. (1997), Multivariate Models and Multivariate Dependence Concepts, Taylor and Fran-
cis.

Jorgensen, B. (1987), ‘Exponential dispersion models’, Journal of the Royal Statistical So-
ciety: Series B (Methodological) 49, 127-162.

Jorgensen, B. & Paes De Souza, M. C. (1994), ‘Fitting Tweedie’s compound Poisson model
to insurance claims data’, Scandinavian Actuarial Journal (1), 69-93.

Kastenmeier, R. (2008), Joint Regression Analysis of Insurance Claims and Claim Sizes,
Master’s thesis, Technische Universitat Miinchen.

Klein, N., Denuit, M., Lang, S. & Kneib, T. (2014), ‘Nonlife ratemaking and risk management
with Bayesian generalized additive models for location, scale, and shape’, Insurance:
Mathematics and Economics 55, 225-249.

Klugman, S. A., Panjer, H. H. & Willmot, G. E. (2004), Loss Models: From Data to Decisions,
John Wiley and Sons, New York.

Klugman, S. A. & Parsa, R. (1999), ‘Fitting bivariate loss distributions with copulas’, Insu-
rance: Mathematics and Economics 24(1), 139-148.

Kramer, N.,; Brechmann, E. C.; Silvestrini, D. & Czado, C. (2013), ‘Total loss estima-
tion using copula-based regression models’, Insurance: Mathematics and Economics

53(3), 829-839.

Lee, S. C. & Lin, X. S. (2010), ‘Modeling and evaluating insurance losses via mixtures of
Erlang distributions’, North American Actuarial Journal 14(1), 107-130.

Lundberg, F. (1903), Approzimerad Framstdllning af Sannolikhetsfunktionen, Almqvist and
Wiksell,Uppsala.

Mai, J.-F. & Scherer, M. (2012), Simulating Copulas: Stochastic Models, Sampling Algorithms
and Applications, Vol. 4, World Scientific.



88 Bibliografia

Nash, J. C. (1970), Compact Numerical Methods for Computers: Linear Algebra and Function
Minimisation, CRC Press.

Nash, J. C. (2014), ‘On best practice optimization methods in R’, Journal of Statistical
Software 60(2), 1-14.

Nash, J. C. & Varadhan, R. (2011), ‘Unifying optimization algorithms to aid software system
users: optimx for R’, Journal of Statistical Software 43(9), 1-14.

Nash, J. C., Varadhan, R., Grothendieck, G., Nash, M. J. C. & Yes, L. (2012), ‘Package

optimx’.
Nelsen, R. B. (2006), An Introduction to Copulas, Vol. 139, Springer, New York.
Nocedal, J. & Wright, S. (2006), Numerical optimization, Springer Science; Business Media.

Plummer, M., Best, N., Cowles, K., Vines, K., Sarkar, D., Bates, D., Almond, R. & Plummer,
M. M. (2005), ‘Package coda’.

Renshaw, A. E. (1994), ‘Modelling the claims process in the presence of covariates’, ASTIN
Bulletin 24, 265-286.

Rigby, R. A. & Stasinopoulos, D. M. (2001), The GAMLSS project: a flexible approach to
statistical modelling, in ‘New trends in statistical modelling: Proceedings of the 16th
International Workshop on Statistical Modelling’, pp. 337-345.

Rigby, R. A. & Stasinopoulos, D. M. (2005), ‘Generalized additive models for location,
scale and shape’, Journal of the Royal Statistical Society: Series C' (Applied Statistics)
54(3), 507-554.

Rubin, D. (1984), ‘Bayesian Justifiable and Relevant Frequency for the Applied Statistician’,
The Annals of Statistics 12, 1151-1172.

Schepsmeier, U. & Stober, J. (2014), ‘Derivatives and Fisher information of bivariate copu-
las’, Statistical Papers 55(2), 525-542.

Shi, P. & Frees, E. W. (2011), ‘Dependent loss reserving using copulas’, ASTIN Bulletin
41(02), 449-486.

Sklar, M. (1959), Fonctions de Répartition a n Dimensions et Leurs Marges, Université Paris

8.

Smyth, G. K. & Jgrgensen, B. (2002), ‘Fitting Tweedie’s compound Poisson model to insu-
rance claims data: Dispersion modelling’, ASTIN Bulletin 32, 143—-157.



Bibliografia 89

Song, P. X.-K. (2000), ‘Multivariate dispersion models generated from Gaussian copula’,
Scandinavian Journal of Statistics 27, 305-320.

Song, P. X.-K. (2007), Correlated Data Analysis: Modeling, Analytic, and Applications, Vol.
365, Springer Series in Statistics, New York.

Song, P. X.-K., Fan, Y. & Kalbfleisch, J. D. (2005), ‘Maximization by parts in likelihood
inference’, Journal of the American Statistical Association 100(472), 1145-1158.

Song, P. X.-K., Li, M. & Yuan, Y. (2009), ‘Joint regression analysis of correlated data using
Gaussian copulas’, Biometrics 65(1), 60-68.

Spedicato, G. A., Clemente, A. G. P. & Schewe, F. (2014), The use of GAMLSS in assessing
the distribution of unpaid claims reserves, in ‘Casualty Actuarial Society E-Forum,
Summer 2014-Volume 2’.

Spiegelhalter, D. J., Best, N. G., Carlin, B. P. & Van Der Linde, A. (2002), ‘Bayesian
measures of model complexity and fit’, Journal of the Royal Statistical Society: Series
B (Statistical Methodology) 64(4), 583-639.

Stasinopoulos, D. M. & Rigby, R. A. (2007), ‘Generalized additive models for location scale
and shape (GAMLSS) in R’, Journal of Statistical Software 23(7), 1-46.

Stasinopoulos, D., Rigby, R. & Akantziliotou, C. (2006), Instructions on How to Use the
GAMLSS Package in R, accompanying documentation in the current GAMLSS help
files,(see also http://www. gamlss. org/).

Theussl, S. & Borchers, H. (2014), Cran task view: Optimization and mathematical program-
ming, Technical report, Version 2014-08-08, URL http://CRAN. R-project. org/view=
Optimization.

Tierney, L. (1994), ‘Markov chains for exploring posterior distributions’, The Annals of
Statistics 22(4), 1701-1728.

Tzougas, G., Vrontos, S. D. & Fragos, N. (2015), Optimal bonus-malus systems using gene-
ralized additive models for location, scale and shape, Technical report, Social Science
Research Network.

Werner, G. & Modlin, C. (2010), Basic ratemaking, in ‘Casualty Actuarial Society’.



