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Resumen

Este trabajo desarrolla un algoritmo de contracción de coeficientes wavelets (Wavelet Shrin-
kage) con el objetivo de eliminar ruido aditivo en series de tiempo que presentan un error
aleatorio inherente. El algoritmo propuesto, denominado BayeShrinkPL, se basa en un enfo-
que bayesiano de aprendizaje de partículas que constituye un caso particular de los métodos
secuenciales Monte Carlo. Este método de eliminación de ruido mediante wavelets se integra
dentro del algoritmo de filtrado de partículas, dando lugar a una nueva propuesta de esti-
mación basada en empujes wavelet que se denomina NuWPF. Este enfoque es usado para el
cálculo de la volatilidad estocástica de un activo financiero. Adicionalmente, también se pro-
pone la implementación del enfoque BayeShrinkPL en el algoritmo Liu & West para estimar la
volatilidad latente y sus parámetros. A esta metodología se denomina NuWLW. Los resultados
muestran que el método BayeShrinkPL es más eficiente en la eliminación de ruido comparado
con los métodos convencionales. Así mismo, los enfoques NuWPF y NuWLW lograron mejorar
el ajuste en la estimación de la volatilidad estocástica en comparación con los métodos tradi-
cionales como el filtro auxiliar de partículas (APF) y el algoritmo Liu & West (LW) estándar.

Palabras clave: Volatilidad estocástica, métodos secuenciales Monte Carlo, filtro de partículas ba-

sado en wavelets, Shrinkage Bayesiano, aprendizaje de partículas, filtro de partículas.

Abstract

This thesis work develops a wavelet coefficient shrinkage algorithm (Wavelet Shrinkage) aimed
at removing additive noise in time series characterized by inherent random error. The proposed
algorithm, denoted as BayeShrinkPL, is based on a Bayesian particle learning approach, which
represents a particular case of sequential Monte Carlo methods. This wavelet-based noise re-
moval method technique is incorporated within the particle filtering algorithm, resulting in a
novel estimation approach based on wavelet nudging termed NuWPF. This approach is used
to calculate the stochastic volatility of a financial asset. Additionally, the implementation of the
BayeShrinkPL approach is also proposed within the Liu & West algorithm to estimate latent
volatility and its parameters. This methodology is denoted as NuWLW. The results indicate
that the BayeShrinkPL method is more efficient in noise removal compared to conventional
methods. Furthermore, the NuWPF and NuWLW approaches achieved improved fit in the es-
timation of stochastic volatility compared to traditional methods such as the auxiliary particle
filter (APF) and the standard Liu & West (LW) algorithm.

Keywords: Stochastic Volatility, Sequential Monte Carlo Method, Wavelet-based Particle Filter, Ba-

yesian Shrinkage, Particle Learning, Particle Filter.
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Capítulo 1

Introducción

La presente investigación se centra en el desarrollo de dos modelos independientes pero com-
plementarios. En primer lugar, se propone un nuevo enfoque bayesiano para la eliminación de
ruido en series de tiempo (TS), denominado BayeShrinkPL (Shrinkage Bayesiano basado en
aprendizaje de partículas). Este enfoque se basa en la propiedad de escasez inherente de la
transformada wavelet. Para este propósito, se implementa un algoritmo de aprendizaje de par-
tículas que es una derivación de los métodos secuenciales Monte Carlo (SMC). Este algoritmo
emplea un �ltro wavelet como componente fundamental para capturar las características esen-
ciales de las señales mientras se reduce el ruido. En segundo lugar, se diseña un algoritmo de
�ltrado de partículas que integra el enfoque de eliminación de ruido basado en la transformada
wavelet con el objetivo de abordar el problema de la estimación de la volatilidad estocástica
en series de retornos �nancieros.

La propiedad de escasez de la transformada wavelet se re�ere a la capacidad de esta técnica
para distinguir entre los componentes esenciales que caracterizan una señal y el ruido externo
o exógeno que puede distorsionar su comportamiento real. Esta característica se fundamenta
en que los coe�cientes wavelet asociados al ruido presentan valores bajos y alta dispersión,
mientras que aquellos relacionados con la señal de interés tienden a tener valores elevados y
menor variabilidad.

Las técnicas de eliminación de ruido, conocidas comoshrinkagey thresholding, buscan mitigar
o suprimir el efecto de los coe�cientes asociados al ruido, preservando al mismo tiempo las ca-
racterísticas relevantes de la señal. Estas técnicas operan estableciendo un umbral (threshold)
que permite discriminar entre los coe�cientes signi�cativos y aquellos que representan ruido,
eliminando o reduciendo estos últimos.

El ruido exógeno o aditivo se de�ne como una perturbación arti�cial que se suma a los valores
de la serie y es causado por fuentes externas o del entorno, y por lo tanto, no hace parte del
proceso generador, mientras que el error intrínseco o inherente corresponde a un comporta-
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miento estocástico propio de las observaciones.

Los métodos dethresholdingpueden presentar limitaciones cuando se aplican a conjuntos de
observaciones con un comportamiento aleatorio inherente, como en el caso de las series de
tiempo económicas o �nancieras. Esta di�cultad surge porque, al eliminar coe�cientes aso-
ciados al ruido exógeno, los métodos de umbralización tienden a descartar también aquellos
vinculados a componentes intrínsecos de la señal. Este problema se agrava en series con alta
variabilidad o patrones no estacionarios, donde la distinción entre el ruido exógeno y el error
intrínseco es fundamental para una reconstrucción precisa y �able de la señal.

Para superar estas limitaciones, este trabajo propone una técnica bayesiana deshrinkageadap-
tativa basada en el aprendizaje de partículas. A diferencia de los métodos dethresholdingtra-
dicionales, esta técnica no elimina coe�cientes directamente; en su lugar, aplica un criterio
de suavización selectiva sobre aquellos coe�cientes donde se concentra la mayor cantidad de
ruido. Este enfoque permite preservar las señales relevantes mientras se atenúan las contri-
buciones del ruido, utilizando distribuciones a priori jerárquicas y parámetros dinámicos de-
pendientes del nivel de descomposición wavelet. La ventaja principal de esta propuesta es su
capacidad para adaptarse a la estructura particular de la señal, evitando la eliminación de co-
e�cientes y preservando mejor los componentes intrínsecos.

La aplicación de técnicas de eliminación de ruido basadas en wavelets han demostrado ser
fundamentales para mejorar la precisión y e�ciencia en la estimación de los parámetros de los
modelos de pronóstico en series temporales. Estas técnicas permiten descomponer la señal,
separando el ruido exógeno de la estructura subyacente de la serie. El ruido exógeno puede
distorsionar tendencias, incrementar arti�cialmente la incertidumbre en los mercados �nan-
cieros y complicar el proceso de cálculo e interpretación de las predicciones (He & He 2019).

Como evidencian Mittal (2024) y Singh et al. (2025), la transformada wavelet descompone las
series en componentes estructurales y estocásticos, aislando el ruido exógeno de la señal rele-
vante. Este proceso lo utilizan para optimizar las estimaciones de los parámetros de modelos
como el ARMA (Autoregressive Moving Average) y el ARIMA (Autoregressive Integrated Moving
Average), al �ltrar los datos antes de su aplicación. Los autores demostraron que la eliminación
de ruido mediante la transformada wavelet mejoró la estimación de los pronósticos, redujo el
error estándar y preservó los componentes intrínsecos de la señal. La combinación de técnicas
wavelet con modelos AR y ARMA ha permitido desarrollar enfoques híbridos que superan las
limitaciones de los métodos tradicionales. Según Mabrouk et al. (2008) y Rubio et al. (2023),
estos enfoques híbridos, como wavelet ARIMA y wavelet GARCH (Generalized Autoregressive
Conditional Heteroskedasticity), no solo capturan patrones lineales, sino que también modelan
dinámicas no lineales, como la volatilidad en series �nancieras.
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La metodología wavelet es una herramienta ampliamente utilizada en el análisis de series de
temporales económicas y �nancieras ya que permite descomponer señales en componentes
tiempo-frecuencia que capturan variaciones tanto de corto como de largo plazo. Por ejem-
plo, Souropanis & Vivian (2023) emplean la descomposición wavelet en diferentes niveles de
frecuencia para mejorar la precisión de los pronósticos de modelos de volatilidad realizada
(Realized Volatilility) para datos intradiarios. Sin embargo, la aplicación de la transformada
wavelet en métodos bayesianos para la estimación de series temporales ha sido un campo po-
co explorado, a pesar de su potencial para enriquecer los análisis y mejorar la precisión de los
modelos.

Técnicas como el waveletthresholdingo wavelet shrinkagehan demostrado ser altamente efec-
tivas para reducir el ruido en señales sin alterar sus características esenciales. Estos métodos
aprovechan la propiedad de concentración de energía en la transformación wavelet, donde
la señal relevante se representa en un número limitado de coe�cientes de gran magnitud,
mientras que el ruido se distribuye en coe�cientes de bajo valor. Al aplicar una contracción
(Shrinkage) o un umbral ( Threshold) que reduce o elimina estos coe�cientes, se logra una dis-
minución en el ruido manteniendo las estructuras cruciales de la señal original. Este enfoque
fue inicialmente desarrollado por Donoho & Johnstone (1994), Donoho & Johnstone (1995) y
Donoho et al. (1995). Sin embargo, su implementación en modelos bayesianos avanzados de
series de tiempo ha sido escasamente explorada.

El método Wave-L2E (Estimador Wavelet en el espacio con normaL2), propuesto por Raath
& Ensor (2023), es un ejemplo destacado de la aplicación de técnicas wavelet sobre modelos
bayesianos en series de tiempo para la estimación de la volatilidad estocástica y sus paráme-
tros. Este enfoque mejora la estimación de la volatilidad latente mediante el uso combinado de
PMCMC (Particle Monte Carlo Markov Chain) y un preprocesamiento basado en el algoritmo
Wave-L2E que elimina ruido en series no estacionarias, preservando la estructura de la señal.

Rui & Wang (2005) también implementan un procedimiento de eliminación de ruido basa-
do en wavelet aplicado a métodos bayesianos de series de tiempo. Los autores integraron la
técnica wavelet shrinkagecon el �ltro de partículas (PF, Particle Filter). Este enfoque, al que
denominaron Filtro de Partículas Basado en Wavelets (WPF,Wavelet Particle Filter), demostró
ser más preciso y converger más rápidamente que el PF convencional en simulaciones de va-
riables de posición y rastreo. Estos resultados sugieren que la integración de técnicas wavelet
en algoritmos de �ltrado podría optimizar la estimación de variables latentes.

La estimación de la volatilidad estocástica se realiza a partir de la parametrización de la teoría
planteada por Hull & White (1987), que, basada en el modelo de �jación de precios para op-
ciones planteado por Black & Scholes (1973), asume la volatilidad como una variable latente
no observable y dinámica. Esto permite modelar su evolución aleatoria en el tiempo. El modelo
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se estructura con base en dos ecuaciones estocásticas, una para el precio del activo subyacente
y otra para la varianza, que interactúan mediante procesos correlacionados, capturando así la
dependencia entre rendimientos y volatilidad.

La consideración de la volatilidad como variable latente facilita la aplicación de métodos ba-
yesianos para su estimación y predicción dinámica, en particular mediante modelos dinámicos
bayesianos de espacio-estado. En este contexto, los �ltros secuenciales Monte Carlo (SMC)
constituyen herramientas estadísticamente robustas y computacionalmente e�cientes para es-
timar la volatilidad estocástica no observable, superando restricciones de linealidad y norma-
lidad (Doucet & Johansen 2011). Estos métodos permiten actualizar secuencialmente la dis-
tribución posterior de la volatilidad a partir de las observaciones de los retornos �nancieros,
incorporando la incertidumbre y adaptándose a la evolución temporal del sistema. Diversos
autores como Rios & Lopes (2013), Trosel et al. (2019), Raath & Ensor (2023), entre otros,
han aplicado variantes del SMC para estimar modelos de volatilidad estocástica.

Los �ltros SMC, también conocidos como �ltros de partículas, son métodos bayesianos amplia-
mente utilizados para la estimación de la volatilidad estocástica debido a su capacidad para
actualizar secuencialmente estados y parámetros latentes. Autores, como Lopes & Tsay (2011),
Nkemnole & Abass (2015), Xu & Jasra (2019) y Wu & Wang (2020), entre otros, han empleado
estos métodos para estimar la volatilidad latente. No obstante, no se ha encontrado evidencia
en la literatura especializada sobre la utilización de técnicas de eliminación de ruido mediante
transformadas wavelet integradas en los PF para mejorar su rendimiento.

En esta investigación, se desarrolla un nuevo enfoque de �ltrado de partículas basado en la
eliminación de ruido a través de la transformada wavelet. Este enfoque se denomina NuWPF
(Nudging Wavelet Particle Filter) y adiciona un paso de empuje (nudge) en el algoritmo PF en
función del método shrinkagebayesiano de eliminación de ruido, que permite redirigir par-
tículas hacia regiones de mayor verosimilitud. Además, también se implementa un enfoque
denominado NuWLW (Nudging Wavelet Liu & West) en el cual, además de estimar la variable
latente, también se estiman sus parámetros para cada momento en el tiempo. La aplicación de
estos métodos en una serie de retornos �nancieros tiene como objetivo mejorar el ajuste de la
estimación de la volatilidad estocástica.

Para evaluar la efectividad de los enfoques NuWPF y NuWLW, se comparan los resultados obte-
nidos con métodos clásicos PF como el Filtro Auxiliar de Partículas (APF) y el �ltro de partículas
de Liu & West (LW) respectivamente. Estas comparaciones permiten determinar si la incorpo-
ración de las técnicas wavelet de eliminación de ruido mejora la precisión y la estabilidad de la
estimación de la volatilidad estocástica. Además, también se explora el comportamiento de los
métodos NuWPF y NuWLW en un escenario de retornos con colas pesadas. Para este efecto, se
estima la volatilidad estocástica en el escenario de exceso de curtosis a través de la distribución
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t-Student.

La presente tesis doctoral se ha estructurado de la siguiente manera. Elcapítulo 1 correspon-
de a esta introducción. En elCapítulo 2 , se exponen los fundamentos teóricos de la inferencia
bayesiana y los métodos secuenciales Monte Carlo, proporcionando el marco necesario para
comprender las metodologías empleadas. A continuación, en elCapítulo 3 , se abordan las ba-
ses teóricas de la teoría wavelet.El Capítulo 4 se centra en el desarrollo del enfoque wavelet
shrinkagepara la eliminación de ruido en series de tiempo, basado en un algoritmo de aprendi-
zaje de partículas (BayeShrinkPL), este constituye una de las contribuciones principales de esta
investigación. En elCapítulo 5 , se presenta un estudio de simulación en el que se implementa
el enfoque BayeShrinkPL en los algoritmos de �ltrado de partículas APF y Liu & West para la
estimación de la volatilidad estocástica en una serie de retornos �nancieros. ElCapítulo 6 se
dedica a la estimación de la volatilidad estocástica de los retornos de un activo �nanciero real
(retornos de la acción de General Electric) a partir del modelo de �ltro de partículas basado
en wavelets. Finalmente, el Capítulo 7 recoge las conclusiones de esta tesis y se proponen
posibles futuros temas de investigación.



Capítulo 2

Inferencia Bayesiana y métodos
secuenciales Monte Carlo

En el presente capítulo se abordan de manera general las teorías Bayesianas basadas en enfo-
ques secuenciales Monte Carlo para la estimación de la densidad posterior de variables latentes.
También se estudia la forma en la que los algoritmos se modi�can para permitir la inclusión
de la estimación de los parámetros en la misma secuencia de los estados.

Primero se examina la teoría Bayesiana fundamental para el estudio de los métodos secuencia-
les Monte Carlo. A continuación, se presenta la formulación que se utilizará para la estimación
de variables latentes mediante el modelo PF con aprendizaje de parámetros.

Además, se presenta el enfoque de aprendizaje de partículas (PL,Particle Learning) que utiliza
la misma estructura del PF pero con modi�caciones especí�cas en el esquema de generación
de partículas. También en este enfoque se puede incluir el aprendizaje de parámetros en la
misma secuencia de estimación.

Para la presentación de las ideas de las secciones Inferencia Bayesiana (2.1) y Filtro de Partí-
culas (2.2), se tomará como referencia la notación usada por Doucet & Johansen (2011).

2.1. Inferencia Bayesiana

Modelos de Markov de estado latente (HMM, Hidden Markov Models )

Considere un proceso de Markov en tiempo discretoX1:t donde los subíndices 1 :t (o equiva-
lentemente t = 1, . . . , T) indican la secuencia de períodos desde el instante 1 hasta el momento
t . El proceso está de�nido por:

X1 � 
 ( x1) y Xt j (Xt � 1 = x t � 1) � f ( x t j x t � 1) , (2-1)
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donde el valor inicial es una variable aleatoria que tiene una distribución con función de den-
sidad 
 ( x1), y la probabilidad de transición de un estadoXt � 1 a un estadoXt está asociada a la
función de densidad condicional f ( x t j x t � 1). El objetivo es estimar el proceso estocásticoX1:t

dado un conjunto de observacionesY1:t .

Adicionalmente, g( yt j x t ) representa la función de densidad de la observaciónyt condicionada
al estado x t . Asumiendo que la secuencia de observacionesf Yt gt � 1 es arbitraria pero �ja, se
puede suponer que la función de densidad de probabilidad condicionalg es la función de
verosimilitud.

Yt j (Xt = x t ) � g ( yt j x t ) . (2-2)

El sistema descrito por las ecuaciones (2-1) y (2-2) se denomina un modelo de Markov de
estado latente (HMM, Hidden Markov Models) o modelos generales de espacio-estado (SSM,
state-space models). La estructura determinada por (2-1) se conoce como ecuación de estado o
transición, mientras que (2-2) corresponde a la ecuación de medida.

Inferencia Bayesiana

El objetivo principal en los modelos PF y PL, es la estimación de la función de densidad de
la variable latente Xt y sus parámetros desconocidos (� ), dado un conjunto de información
observadoYt .

Como los parámetros en el modelo de espacio-estado pueden variar en un espacio paramétri-
co � conforme transcurre t , adoptar un enfoque bayesiano es adecuado dada la naturaleza
aleatoria que se asume en la distribución de los mismos. De esta manera, las ecuaciones (2-1)
y (2-2) de�nen un modelo bayesiano en el cual (2-1) representa la distribución a priori del
proceso de interésXt y (2-2) de�ne la función de verosimilitud.

La inferencia de la variable latente X1:t dada la realización de las observacionesY1:t = y1:t se
basa en la estimación de la función de densidad posteriorp (x1:t jY1:t = y1:t ) determinada por
el teorema de Bayes:

p (x1:t j y1:t ) =
p(x1:t , y1:t )

p ( y1:t )
(2-3)

=
p( y1:t j x1:t ) p ( x1:t )

p ( y1:t )
, (2-4)

con p( y1:t ) =

Z

p(x1:t y1:t ) dx1:t . (2-5)

Muchos problemas en los que se requiere la estimación de la densidad de una variable latente
en un sistema HMM son de naturaleza no lineal y no gaussiana, por lo que el cálculo de las
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integrales implícitas en (2-3) no tiene una solución analítica. Una alternativa es recurrir a los
métodos basados en partículas, cuyo objetivo es aproximar mediante simulación la forma de la
distribución posterior p (x1:t j y1:t ) y facilitar el cálculo aproximado de la distribución marginal
p ( y1:t ).

Filtrado y verosimilitud marginal

Doucet & Johansen (2011) indicaron que la mayor parte de la literatura referida a los métodos
que aproximan una distribución posterior mediante procedimientos basados en la extracción
de partículas se centra en el problema del �ltrado, caracterizando la distribución de la variable
de estadoXt dada la información conocida hasta el momentot .

Retomando las expresiones (2-1)-(2-2) y la distribución (2-3), se tiene que la función de den-
sidad de la variable latente puede caracterizarse por:

p ( x1:t j y1:t ) =
p(x1:t , y1:t )

p ( y1:t )

=
p(x1:t � 1j y1:t � 1) p ( yt j x t ) p ( x t j x1:t � 1)

p ( yt j y1:t � 1)

= p(x1:t � 1j y1:t � 1)
g ( yt j x t ) f ( x t j x1:t � 1)

p ( yt j y1:t � 1)
, (2-6)

donde,

p ( yt j y1:t � 1) =

Z

p( yt , x t � 1: t j y1:t � 1) dx t � 1: t

=

Z

p( yt j x t ) p ( x t � 1j y1:t � 1) p ( x t j x t � 1) dx t � 1: t

=

Z

p(x t � 1j y1:t � 1) f ( x t j x t � 1) g ( yt j x t ) dx t � 1: t . (2-7)

La forma práctica para la estimación secuencial dep(x1:t j y1:t ), se realiza a través de la densidad
de �ltración, p (x t j y1:t ), que corresponde a la densidad de la probabilidad condicional del
estado x t dadas las observacionesy1, . . . , yt :

p ( x t j y1:t ) =
p( y1:t j x t ) p ( x t )

p ( y1:t )

= p( yt j x t )
p ( x t j y1:t � 1)

p ( yt j y1:t � 1)
(2-8)

/ g ( yt j x t ) p ( x t j y1:t � 1) ,
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donde,

p (x t j y1:t � 1) =

Z

p(x t , x t � 1j y1:t � 1) dx t � 1

=

Z

p(x t j x t � 1) p ( x t � 1j y1:t � 1) dx t � 1

=

Z

f ( x t j x t � 1) p ( x t � 1j y1:t � 1) dx t � 1. (2-9)

Las ecuaciones 2-6, 2-7, 2-8 y 2-9 representan las estructuras recursivas fundamentales en los
métodos secuenciales Monte Carlo para la estimación de la función de densidad de la variable
latente.

2.2. Filtro de partículas y métodos secuenciales Monte Carlo

El �ltro de partículas, también conocido en la literatura como métodos secuenciales de Monte
Carlo (SMC), tiene como objetivo obtener una estimación secuencial de la función de densidad
posterior p (x t j y1:t ). Esta estimación se realiza dentro de un entorno bayesiano recursivo.

En términos generales, un �ltro de partículas trabaja en función de un conjunto de muestras
(partículas) con sus respectivas ponderaciones asociadas. Estas partículas representan los po-
sibles estados de la variable latentex t y se actualizan en varias etapas:

1. Inicialización : Se crea un conjunto inicial de partículas con estados aleatorios.
2. Actualización: Se asignan las ponderaciones o pesos a cada partícula.
3. Estimación: Se obtiene un nuevo conjunto de partículas, seleccionando las que mejor

capturen el estado de interés.

En este sentido, la función de densidad posteriorp (x t j y1:t ) puede ser aproximada por un

conjunto de partículas independientes e idénticamente distribuidas (i.i.d.)
�

x ( i )
t , w( i )

t

	 N

i= 1
com-

puesto por valores muestrales de la variable latentex ( i )
t con pesos asociadosw( i )

t , donde N
denota el número total de partículas. Este conjunto de partículas debe aproximar la función
p(x t j y1:t ), de manera que,

p (x t j y1:t ) �
NX

i= 1

w( i )
t � x( i )

t
( x t ) , (2-10)

donde � ( x) denota la masa delta-Dirac localizada enx, que representa el �ltro de masa pun-
tual concentrada en cada partícula con una ponderaciónw( i )

t .

Para generarN partículas aleatorias f x ( i )
t gN

i= 1, se debe recurrir a una función de densidad lla-
mada de importancia, denotadaq(x1:t j y1:t ), que es fácil de muestrear. La única restricción es
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que su soporte debe ser el mismo quep( x t j y1:t ). Por lo tanto, si

p ( x t j y1:t ) > 0 ) q(x1:t j y1:t ) > 0.

Suponga que los pesoswi
t en la ecuación (2-10) pueden ser calculados por:

w( i )
t /

p
�
x ( i )

t j y1:t

�

q
�
x ( i )

t j y1:t

� , i = 1, 2, . . . , N. (2-11)

Un problema que se presenta cuando se trabaja con series de datos de alta dimensión es la
complejidad computacional. Esta puede ser mitigada seleccionando una función de importan-
cia con la siguiente estructura:

q
�
x ( i )

t , x ( i )
t � 1j y1:t

�
= q

�
x ( i )

t j x ( i )
t � 1, y1:t

�
q

�
x ( i )

t � 1j y1:t � 1

�
(2-12)

De la expresión (2-6) se sabe quep(x1:t j y1:t ) = p(x1:t � 1j y1:t � 1)
p ( yt j x t ) p ( x t j x t � 1)

p ( yt j y1:t � 1)
. Además,

teniendo en cuenta la ecuación (2-8) y tomando como referencia los pesos en la expresión
(2-11) y la función de importancia en la ecuación (2-12), se tiene que:

w( i )
t /

p
�
x ( i )

t j y1:t

�

q
�
x ( i )

t j y1:t

�

=
p

�
yt j x

( i )
t

�
p

�
x ( i )

t j x ( i )
t � 1

�
p

�
x ( i )

t � 1j y1:t � 1

�

p ( yt j y1:t � 1) q
�
x ( i )

t j x ( i )
t � 1, y1:t

�
q

�
x ( i )

t � 1j y1:t � 1

�

/ w( i )
t � 1

p
�

yt j x
( i )
t

�
p

�
x ( i )

t j x ( i )
t � 1

�

q
�
x ( i )

t j x ( i )
t � 1, y1:t

� , i = 1,2, . . . , N, (2-13)

si se satisface queq
�
x ( i )

t j x ( i )
t � 1, y1:t

�
= q

�
x ( i )

t j x ( i )
t � 1, yt

�
la ecuación (2-13) se expresa como:

w( i )
t =

w( i )
t � 1

p
€

yt j x
( i )
t

Š
p
€

x( i )
t j x( i )

t � 1

Š

q
€

x( i )
t j x( i )

t � 1, yt

Š

P N
i= 1 w( i )

t � 1

p
€

yt j x
( i )
t

Š
p
€

x( i )
t j x( i )

t � 1

Š

q
€

x( i )
t j x( i )

t � 1, yt

Š

, i = 1,2, . . . , N, (2-14)

y debido a que la función de importancia se escoge para que sea la función de densidad a
priori, es decir, q

�
x ( i )

t j x ( i )
t � 1, yt

�
= p

�
x ( i )

t j x ( i )
t � 1

�
, la ecuación (2-14) queda de�nida de la siguiente

manera:

w( i )
t =

w( i )
t � 1 � p

�
yt j x

( i )
t

�

P N
i= 1 w( i )

t � 1 � p
�

yt j x
( i )
t

� , i = 1,2, . . . , N. (2-15)
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De esta manera quedan de�nidas las ecuaciones que aproximan la función de densidad de la
variable latente en la ecuación (2-10). Note que en este casop

�
x ( i )

t j x ( i )
t � 1

�
no incorpora infor-

mación actualizada yt .

Pitt & Shepard (1999) introdujeron un paso de remuestreo dentro del algoritmo del �ltro de
partículas para mitigar la degeneración de los pesos de importancia, causada por el aumento
de la varianza a medida que crecet . Este esquema de remuestreo-propagación se conoce como
�ltro auxiliar de partículas (APF, Auxiliary Particle Filter). El APF primero remuestrea partícu-
las a partir de la distribución posterior en t � 1 con pesos que tienen en cuenta la siguiente
observación yt , para después propagar las partículas remuestreadas.

Lopes & Tsay (2011) propusieron el siguiente esquema para describir el funcionamiento de un
�ltro auxiliar de partículas. A partir de las ecuaciones (2-8) y (2-9), es posible obtener una
solución recursiva para la distribución conjunta de la variable latente,

p ( x t , x t � 1j yt , y1:t � 1) / p ( x t j x t � 1, y1:t )| {z }
2. Propagación

p( yt j x t � 1) p ( x t � 1j y1:t � 1)
| {z }

1. Remuestreo

(2-16)

Como no se cuenta con información disponible para el remuestreo dep( yt j x t � 1) ni la propa-
gación de p(x t j x t � 1, y1:t ), Pitt & Shepard (1999) sugirieron evaluar la densidad de las obser-
vaciones, p ( yt j x t ), en una función que dependa de la variable latenteg (x t � 1) (usualmente
alguna medida de tendencia central dep(x t j x t � 1)), es decir p ( yt j g ( x t � 1)) . Además, como se
mencionó anteriormente, también plantearon usar q(x t j x t � 1, yt ) = p(x t j x t � 1) como distribu-
ción propuesta para propagar las partículas remuestreadas al nuevo conjunto de partículas�

x i
t

	 N

i= 1
. El algoritmo 1 indica cómo se actualiza de manera recursiva el método APF para la

estimación de la función de densidad de la variable latente.

Algoritmo 1 Filtro Auxiliar de Partículas (APF)

1: Remuestree
�

x̃ ( i )
t � 1

	 N

i= 1
a partir de

�
x ( i )

t � 1

	 N

i= 1
con pesos w( i )

t / p
�

yt j g
�
x ( i )

t � 1

��
.

2: Propague
�

x̃ ( i )
t � 1

	 N

i= 1
a

�
x̃ ( i )

t

	 N

i= 1
a través de p(x t j x̃ t � 1).

3: Remuestree
�

x ( i )
t

	 N

i= 1
a partir de

�
x̃ ( i )

t

	 N

i= 1
con pesos w( i )

t /
p
€

yt j x̃
( i )
t

Š

p
€

yt j g
€

x̃( i )
t � 1

ŠŠ.

En el algoritmo 1, para cada instante t , la colección de partículas f x (1)
t � 1, x (2)

t � 1, . . . , x (N)
t � 1g pro-

porciona una aproximación de la distribución p(x t � 1j y1:t � 1). En el primer paso, se realiza
un remuestreo sobref x ( i )

t � 1gN
i= 1 generando un conjunto f x̃ ( i )

t � 1gN
i= 1, ponderado de acuerdo con

w( i )
t / p

�
yt j g

�
x ( i )

t � 1

��
; estas ponderaciones dependen de la función de verosimilitud. Este pa-

so corresponde al remuestreo mostrado en la ecuación (2-16).
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En el segundo paso del algoritmo 1, se realiza la propagación de las partículas remuestreadas
en el paso anterior para determinar la transición de estadot � 1 a t . En este sentido, como
la colección de partículasf x̃ ( i )

t � 1gN
i= 1 aproxima la distribución p(x t j x̃ t � 1), el estado actualizado

se genera a partir de x̃ ( i )
t � p

�
x t j x̃

( i )
t � 1

�
. Este mecanismo es el que describe la parte 2 de la

ecuación (2-16).

A continuación, en el tercer paso del algoritmo 1, se realiza la actualización del conjunto de
partículas mediante un nuevo remuestreo del conjunto f x̃ ( i )

t gN
i= 1 con ponderacionesw( i )

t /
p
€

yt j x̃
( i )
t

Š
=p

€
yt j g

€
x̃( i )

t � 1

ŠŠ
. La colección de partículas remuestreadasf x (1)

t , x (2)
t , . . . , x (N)

t gconstituye una
aproximación a la densidad posterior p (x t j y1:t ).

2.2.1. Filtro de partículas con aprendizaje de parámetros

En la sección anterior se estableció que el �ltro auxiliar de partículas tiene el objetivo de esti-
mar la densidad de una variable latente en una estructura espacio-estado, pero se asume que
los parámetros de la distribución son conocidos.

De la misma forma en la que se estima una variable latente en una estructura espacio-estado, se
puede incorporar también la estimación del vector de parámetros,� , que puede ser visto como
un proceso secuencial de aprendizaje bayesiano donde el objetivo es actualizar la siguiente
función de densidad posterior:

p ( x t + 1, � j y1:t+ 1) / p ( yt + 1j x t + 1, � ) p ( x t + 1j� , y1:t ) p (� j y1:t ) .

La estimación de esta función puede ser incorporada en la misma secuencia de estimación de
la variable latente y constituye un complemento en un modelo de �ltrado de partículas. Esta
aproximación es desarrollada por Liu & West (2001).

Filtro auxiliar de partículas, enfoque de Liu & West (2001)

Para la actualización de� bajo un enfoque de �ltro de partículas, Liu & West (2001) aproxi-
maron la densidad posterior de los parámetros a través del kernel de una mezcla de la distri-
bución normal multivariada. Suponga que se tiene una aproximación Monte Carlo discreta de
p(� j y1:t ) a través de

�
� i

t , wi
t

	 N

i= 1
. Sea �̄ t y Vt la media y la matriz de varianzas posterior de

p(� j y1:t ) respectivamente, el kernel se encuentra determinado por:

p (� j y1:t ) �
NX

i= 1

w( i )
t N

�
� jm( i )

t , h2Vt

�
(2-17)

donde, m( i )
t = a� ( i )

t + ( 1 � a) �̄ t , con �̄ t =
P N

i= 1 w( i )
t � ( i )

t y Vt =
P N

i= 1 w( i )
t

�
� ( i )

t � �̄ t

� �
� ( i )

t � �̄ t

� >
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N (�jm, V) corresponde a la densidad normal multivariada con mediam y matriz de varianzas
V, las constantesa =

p
1 � h2 y h2 = 1 �

�
3� � 1

2�

� 2
representan el grado de contracción del pará-

metro de localización y la sobredispersión del kernel, respectivamente. El parámetro� 2 (0, 1]
representa un factor de descuento y se encuentra regularmente entorno a 0.95� 0.99 (Car-
valho & Lopes 2007).

Para el desarrollo del algoritmo APF con aprendizaje de parámetros, siguiendo el enfoque Liu &
West (2001), en la ecuación (2-16) se puede incorporar en el vector de estado, la actualización
de los parámetros(x t , � t ), tal que,

p (x t , x t � 1, � t , � t � 1j yt , y1:t � 1) = p( yt j x t � 1, � t � 1) p ( x t � 1j� t � 1, y1:t � 1) p (� t � 1j y1:t � 1)
| {z }

1. Remuestreo

� p ( x t j x t � 1, � t , y1:t ) p (� t j� t � 1, y1:t ) ,
| {z }

2. Propagación

(2-18)

de forma similar que en el APF, en este caso tampoco se pueden tomar partículas directamente
de las densidadesp( yt j x t � 1, � t � 1) y p (x t j x t � 1, � t , y1:t ).

Para estimar estas densidades, Liu & West (2001) asumieron la estrategia de remuestrear las
partículas (x t � 1, � t � 1) con pesos proporcionales ap( yt j g ( x t � 1) , m(� t � 1)) . Propagan� t a partir
de una densidad propuestap(� t j� t � 1), como en la ecuación (2-17) y así mismox t a partir de la
evolución de la densidadq(x t j x t � 1, � , y1:t ) = p(x t j x t � 1, � t ). Las partículas propagadas(x t , � t )
tienen pesos asociados̃w t / p( yt j x t ,� t )

p( yt j g( x t � 1),m(� t � 1)) .

Algoritmo 2 Liu & West (LW)

1: Remuestree
¦

x̃( i )
t � 1, �̃ ( i )

t � 1

©N

i= 1
a partir de

¦
x( i )

t � 1, � ( i )
t � 1

©N

i= 1
con pesos w( i )

t / p
€

yt j g
€

x( i )
t � 1

Š
, m( i )

Š
.

2: Propague

a:
¦

�̃ ( i )
t � 1

©N

i= 1
a

¦
�̂ ( i )

t

©N

l= 1
a partir de N

�
m̃( i ) , V

�
,

b:
�

x̃ i
t � 1

	 N

i= 1
a

¦
x̂( i )

t

©N

i= 1
a partir de p

€
x t j x̃

( i )
t � 1, �̃ ( i )

t

Š
.

3: Remuestree
¦

x( i )
t , � ( i )

t

©N

i= 1
a partir de

¦
x̂( i )

t , �̂ ( i )
t

©N

l= 1
con pesos w( i )

t /
p
€

yt j x̂
( i )
t ,�̂ ( i )

t

Š

p
€

yt j g
€

x̃( i )
t � 1

Š
,m( i )

Š.

De manera similar al algoritmo APF, en el algoritmo 2, la colección de partículas
�

x ( i )
t � 1, � ( i )

t � 1

	 N

i= 1

representa una aproximación del producto de las distribucionesp(x t � 1j� t � 1, y1:t � 1) p (� t � 1j y1:t � 1)
como se expresa en la ecuación (2-18). En el primer paso, se realiza un remuestreo sobre las

partículas generadas en el ciclo anterior,
�

x ( i )
t � 1, � ( i )

t � 1

	 N

i= 1
, con ponderaciones

w( i )
t / p

�
yt j g

�
x ( i )

t � 1

�
, m( i )

�
. Este procedimiento genera el conjunto

�
x̃ ( i )

t � 1, �̃ ( i )
t � 1

	 N

i= 1
que aproxi-

ma la estructura de remuestreo,p ( yt j x t � 1, � t � 1) p ( x t � 1j� t � 1, y1:t � 1) p (� t � 1j y1:t � 1), en la ecua-



2.2 Filtro de partículas y métodos secuenciales Monte Carlo 15

ción (2-18).

En el segundo paso, se llevan a cabo dos procesos secuenciales en el mismo ciclo de propaga-

ción. El primero, con las partículas
�
�̃ ( i )

t � 1

	 N

i= 1
se actualiza la distribución N

�
m̃( i ), V

�
a través

de los parámetros m̃( i ) y V como en la ecuación (2-17), de donde se obtienen las partículas

actualizadas del vector de parámetros
�
�̂ ( i )

t

	 N

l= 1
. En segundo lugar, con las colecciones de partí-

culas
�
�̂ ( i )

t

	 N

l= 1
y f x̃ ( i )

t � 1gN
i= 1 se aproxima la distribución p

�
x t j x̃ t � 1, �̂ ( i )

t

�
; el conjunto de partículas

del estado actualizado se genera a partir dex̂ ( i )
t � p

�
x t j x̃

( i )
t � 1, �̂ ( i )

t

�
. Este mecanismo es el que

describe la parte 2 de la ecuación (2-18).

En el tercer paso, se actualiza el conjunto de partículas mediante un nuevo remuestreo de

f x̂ ( i )
t , �̂ ( i )

t gN
i= 1 con ponderacionesw( i )

t /
p
€

yt j x̂
( i )
t ,�̂ ( i )

t

Š

p
€

yt j g
€

x̃( i )
t � 1

Š
,m( i )

Š. La colección de partículas remuestrea-

das
��

x ( i )
t , � ( i )

t

�	 N

i= 1
constituye una aproximación a la densidad posteriorp (x t , � t j y1:t ).

2.2.2. Aprendizaje de partículas (PL, Particle Learning )

El modelo PL desarrollado inicialmente por Carvalho et al. (2010), es una extensión del en-
foque APF desarrollado por Pitt & Shepard (1999). El PL es un algoritmo deremuestreo-
propagaciónque incluye un conjunto de partículas que permiten modelar los parámetros en
el mismo esquema.

Lopes & Tsay (2011) demostraron empíricamente, a través de un ejercicio de simulación que
este esquema tiende a superar los esquemas depropagación-remuestreo. También evidenciaron
que el esquema PL supera los �ltros de tipo LW y a los muestreos de cadenas de Markov Monte
Carlo (MCMC, Markov Chains Monte Carlo) en términos de precisión en la estimación de los
parámetros y menor complejidad computacional, siendo esta ventaja más notable a medida
que aumenta el tamaño de las observaciones.

Un procedimiento fundamental en el algoritmo PL planteado por Carvalho et al. (2010) es
la creación del vector “esencial” de estado,zt . Este vector aproxima la distribución posterior

p (zt j y1:t ) mediante un conjunto de partículas
�
z( i )

t

	 N

i= 1
, donde zt = ( x t , � , st ). En este contexto,

x t corresponde a la variable latente,� son los parámetros de la distribución posterior yst es
un vector de estadísticos su�cientes que puede contener información de la variable latente y/ o
de los parámetros (st =

�
sx

t , s�
t

�
). Después de observaryt + 1, el método PL actualiza el siguiente
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conjunto de partículas usando un esquemaremuestreo-propagación:

p (zt j y1:t+ 1) =
p( yt + 1jzt ) p (zt j y1:t )

p ( yt + 1j y1:t )
(2-19)

p (x t + 1j y1:t+ 1) =

Z

p(x t + 1jzt , yt + 1) p (zt j y1:t+ 1) dzt . (2-20)

Los estadísticos su�cientes se pueden actualizar de manera determinística y la extracción de un
nuevo estado de(x t + 1, � ) dado st se realiza mediante una distribución condicional adecuada.
La ecuación (2-19) se aproxima mediante un conjunto de partículas:

p (zt j y1:t+ 1) =
NX

i= 1

w( i )
t � z( i )

t
(zt ) , (2-21)

donde � z (�) es la función delta-Dirac, que representa la acumulación de la masa de proba-
bilidad en un punto especí�co ponderada por w( i )

t / p
�

yt + 1jz( i )
t

�
. Esta actualización se usa

en la ecuación (2-20) para generar muestras propagadas a partir de la distribución posterior,
p ( x t + 1jzt , yt + 1), que a su vez se utilizan para actualizarsx

t+ 1 = S
�
sx

t , x t + 1, � , yt + 1

�
, y de for-

ma similar para s�
t + 1. Finalmente, el aprendizaje de parámetros,p (� j y1:t+ 1), se lleva a cabo

simulando partículas a partir de p(� jst + 1). Por lo tanto, después de observaryt + 1 se tiene una

aproximación p(zt + 1j y1:t+ 1) determinada por un conjunto de partículas
�
z( i )

t + 1

	 N

i= 1
.

El método desarrollado por Carvalho et al. (2010) se basa en dos ideas principales. Primero,
para modelar las partículas que representan el conjunto de parámetros, se utilizan estadísticos
su�cientes condicionales para representar la distribución posterior de � . Además, es posible
incluir estadísticos su�cientes para actualizar la estructura de la variable latente. En segundo
lugar, se usa la estructuraremuestreo-propagaciónmediante un procedimiento que evita el re-
muestreo de importancia y la degeneración asociada a la aproximación de las partículas. En el
algoritmo 3 se observa de manera iterativa cómo se cumple el procedimiento del �ltro basado
en PL.

Algoritmo 3 Aprendizaje de partículas

1: Remuestree
¦

z̃( i )
t

©N

i= 1
a partir de z( i )

t = ( x t , st , � )( i ) con pesos w( i )
t / p

€
yt + 1jz( i )

t

Š
.

2: Propague
�

x̃ ( i )
t

	 N

i= 1
a

�
x ( i )

t + 1

	 N

i= 1
a través de p

�
x t + 1jz̃( i )

t , yt + 1

�
.

3: Propague Estadísticos suficientes s( i )
t + 1 = S

�
s̃( i )

t , x ( i )
t + 1, yt + 1

�
.

4: Muestree � ( i ) a partir de p
�
� js( i )

t + 1

�
.

En el algoritmo 3, la colección de partículas
�
z̃(1)

t , . . . , z̃(N)
t

	
del paso 1, corresponde a un re-
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muestreo sobre el conjunto previo de partículasz( i )
t � p (zt j y1:t ) con ponderacionesw( i )

t .

En el paso 2, se propaga el nuevo conjunto de partículas del estadot al estado t + 1 mediante
la distribución condicional de transición, x ( i )

t + 1 � p
�
x t + 1jz̃( i )

t , yt + 1

�
. Aquí, las partículasf x̃ t g

N
i= 1

representan el conjunto de estados latentes en el momentot y z̃t son las partículas obtenidas
en el paso 1.

Los pasos 3 y 4 corresponden al aprendizaje de parámetros. Como se indicó anteriormente,
st , corresponde al vector de estadísticos su�cientes, mientras ques( i )

t es la colección respectiva
de partículas. s̃( i )

t , son las partículas remuestreadas utilizadas para actualizar el estado de los
estadísticos su�cientes al momentot + 1, denotado como s( i )

t + 1.

2.2.3. Algoritmo SAEM-PMCMC

Donnet & Samson (2011) desarrollan el algoritmo SAEM-PMCMC (Stochastic Aproximation
Expectation Maximization-Particle Monte Carlo Markov Chain). El SAEM-PMCMC utiliza una
aproximación estocástica para abordar problemas en los que las funciones no tienen una for-
ma cerrada en su verosimilitud, combinando el procedimiento con un modelo PMCMC.

El procedimiento de Donnet & Samson (2011) establece que la estimación de los parámetros
del modelo puede realizarse en dos etapas dentro del mismo esquema metodológico. En este
sentido, el autor ilustra este enfoque mediante un sistema general de ecuaciones diferenciales
(SDE) en representación espacio-estado:

yi j = g
�
Xi j , " i j

�
, " i j �

i.i.d.
N

�
d jk , � 2

�
(2-22)

dXi t = a(Xi t , t , � i ) dt + b(Xi t , t , � i , 
 ) dBi t , Xi t 0i
j� i � � 0 (�j � i ) (2-23)

� i �
i.i.d.

p(� ; � ) (2-24)

La expresión (2-22) representa la ecuación de observación, donde" i j es un término de error
gaussiano con varianza� 2 de la función g. Además,g (x, " ) modela la relación entre el estado
latente Xt y las observacionesyt , admitiendo estructuras tanto lineales como no lineales. Por
ejemplo, g(x, " ) puede ser lineal comog(x, " ) = x + " o no lineal como g(x, " ) = f ( x) exp(" ),
donde f es una función conocida.

La ecuación (2-23) representa la estructura de transición del estado latente a través de una
ecuación diferencial estocástica. Cada elemento individuali ,

�
Xi j

�
0� j � J

son valores en tiem-

po discreto
�
t i j

�
0� j � J

de un proceso continuo (Xi t ) t > t i0
= ( Xi t (� i )) t > t i0

. Esta ecuación consta
de dos partes: la primera es la funcióna (�), que corresponde a la deriva que describe cómo
evoluciona el estado en el tiempo y se asume determinística; la segunda es la funciónb(�),
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que representa el componente aleatorio o volatilidad, la cual multiplica los incrementos de un
movimiento Browniano ( Bi t ) y depende de un parámetro adicional de volatilidad desconocido

 . El movimiento Browniano Bi t se asume mutuamente independiente de� i . En este esquema
general, a y b se asumen lo su�cientemente regulares para asegurar una solución única (Ok-
sendal 2007).

En conjunto, la ecuación (2-23) modela cómo cambia el proceso real del individuoi a lo largo
del tiempo, donde la evolución depende de los parámetros� i . Los parámetros que de�nen el
comportamiento de los individuos � i son también variables aleatorias, tomadas de una distri-
bución común p(� ; � ) con parámetros poblacionales� ; esto se de�ne en la ecuación (2-24).
La variable aleatoria Xi0 es una condición inicial con distribución � 0 (�j � i ). Esta expresión co-
rresponde a la distribución de valores iniciales del modelo dinámico.

Sea� = ( � , 
 , � ) el vector de parámetros de interés, conq parámetros desconocidos. El objetivo
es proponer una estimación de máxima verosimilitud de � . Si se asume que la función de
verosimilitud está bien de�nida bajo el supuesto de una solución en (2-23), entonces Donnet
& Samson (2011) indican que esto permite escribir la verosimilitud del modelo (2-22)-(2-24)
como:

p(y; � ) =

Z

p( yj x; � ) p ( xj� ; 
 ) p (� j� ) d� dx, (2-25)

Maximizar la ecuación (2-25) respecto a � conlleva a la correspondiente estimación de máxi-
ma verosimilitud de �̂ del modelo mixto SDE en las ecuaciones (2-22)-(2-24). Debido a que
la función de verosimilitud en la ecuación (2-25) no tiene forma cerrada, debe ser evaluada
numéricamente o maximizada. Además, aunque se asume que en el modelo SDE la ecuación
de transición de�nida por (2-23) tiene una forma explícita, la estimación es difícil debido a
que los n parámetros � i y las trayectorias aleatoriasXi ,0:J no son observadas. El vector de ob-
servacionesy se considera parte de un vector completo(y, X, � ).

El algoritmo EM, es un método iterativo ampliamente utilizado cuando la maximización directa
de la función de verosimilitud p(y, X, � ; � ) es difícil. En lugar de maximizarla directamente,
EM maximiza su valor esperado condicional:

Q
�
� j� 0

�
= E

�
log p(y, X, � ; � ) jy; � 0

�
, (2-26)

donde � 0 corresponde al vector de parámetros en el estado anterior. En la iteraciónm� ésima,
se parte del valor actual de los parámetros�̂ m� 1. El paso-E (Esperanza) consiste en evaluar
Qm

�
� j �̂ m� 1

�
, mientras que el paso-M (Maximización) actualiza �̂ m� 1 maximizando Qm (� ).

Cuando el paso-E no tiene una forma analítica cerrada, se utiliza una aproximación estocástica
del algoritmo EM, conocida como SAEM. El paso-E en SAEM se divide en dos subpasos:
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É El paso-S (Simulación) que consiste en simular las variables no observadas
�
X(m), � (m)

�

a partir de la distribución condicional p
�
X, � jy; �̂ m� 1

�

É El paso-SA (Stochastic Approximationo aproximación estocástica), que actualiza el valor
aproximado de Qm (� ) mediante la ecuación:

Qm (� ) = Qm� 1 (� ) + � m

�
log p

�
y, X(m), � (m) ; �

�
� Qm� 1 (� )

�
, (2-27)

donde (� m)m2N es una secuencia de números positivos que decrece a cero, garantizando la
convergencia del algoritmo. En este contexto, el paso-SA del SAEM se interpreta como una
aproximación del valor esperado condicionalE[S(y, X, � ) j y; � ] , y el paso-S se encarga de si-
mular las variables no observadas necesarias para la aproximación.

Para asegurar las condiciones de convergencia del algoritmo SAEM, se asume que la función
de verosimilitud pertenece a la familia exponencial, es decir:

log p(y, X, � ; � ) = �  (� ) + hS(y, X, � ) , � (� )i , (2-28)

donde  y � son funciones de� , S(y, X, � ) es un estadístico minimal su�ciente del modelo, y
h�, �i es un producto escalar enRd.

Donnet & Samson (2011) señalaron que la convergencia de los algoritmos MCMC es limitada
en contextos de alta dimensión, ya que no aprovechan e�cazmente la estructura markovia-
na de los datos, lo que resulta en propiedades de mezcla lentas. Para superar esta limitación,
implementaron en su estructura de estimación el esquema PMCMC desarrollado por Andrieu
et al. (2010), que combina técnicas PF con métodos MCMC para mejorar la e�ciencia en la
exploración del espacio de parámetros. El procedimiento PMCMC se ilustra en el algoritmo 4.

Por último, Donnet & Samson (2011) combinan la estructura SAEM y PMCMC. Este proce-
dimiento permite la estimación de la función de verosimilitud mediante un PMCMC, el cual
emplea un PF en combinación con un MCMC para estimar la densidad de la variable latente.
Posteriormente, una vez estimada la verosimilitud, el algoritmo SAEM actualiza los parámetros
desconocidos del modelo en un proceso similar a la optimización del algoritmo EM, pero utili-
zando la aproximación estocástica. El desarrollo del modelo SAEM-PMCMC se puede observar
en el algoritmo 5
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Algoritmo 4 PMCMC:

1: Inicialización: A partir � (0) se procede a generar X0:J (0) mediante la
ejecución del algoritmo PF con K partículas. Este procedimiento tiene
como objetivo aproximar la distribución posterior p(X0:J j y0:J, � (0) ; 
 , � ). A
continuación, calcule la verosimilitud marginal p( y0:J j� (0) ; 
 , � ) mediante el
estimador p̂K ( y0:J j� (0) ; 
 , � ).

2: Para l = 1, . . . , N.

1: Muestree un candidato ( � c), � c � q (�j � ( l � 1)) .

2: Ejecute el algoritmo PF con K partículas para generar Xc
0:J,

aproximando la distribución objetivo p(X0:J j y0:J, � c; 
 , � ). A continuación,
calcule p̂k ( y0:J j� c; 
 , � ), que estima la verosimulitud marginal
pk ( y0:J j� c; 
 , � ).

3: Asigne (X0:J ( l ) , � ( l )) =
�
Xc

0:J, � c
�

y defina p̂K ( y0:J j � ( l ) ; 
 , � ) = p̂K ( y0:J j � c; 
 , � )
con probabilidad .

bpK
�
Xc

0:J , � c j X0:J( l � 1), � ( l � 1)
�

= m�́n

�

1,
q(� ( l � 1) j � c)

q(� c j � ( l � 1))

bpK( y0:J j � c; 
 , � )p(� c; � )

bpK( y0:J j � ( l � 1); 
 , � )p(� ( l � 1); � )

�

.

Si el candidato no es aceptado, entonces asigne (X0:J( l ), � ( l )) = ( X0:J( l �
1), � ( l � 1)) y p̂K ( y0:J j � ( l ); 
 , � ) = p̂K ( y0:J j � ( l � 1); 
 , � ) .

Algoritmo 5 SAEM-PMCMC:

1: Inicialización de �̂ 0 y E
�
S(y, X, � ) jy; �̂ 0

�
.

2: Iteración m = 1, . . . , M .

1: Paso-S:

1: Para cada valor individual i :

1: Inicialice el algoritmo PMCMC asignando � i (0) como el valor
esperado de p

�
� j �̂ m� 1

�
.

2: Ejecutar N iteraciones del algoritmo PMCMC con K partículas
en cada iteración para aproximar la distribución posterior
p

�
Xi ,0:J, � i j yi ,0:J; �̂ m� 1

�
.

2: Asigne X(m) =
€
X(m)

1,0:J, . . . , X(m)
n,0:J

Š
y � (m) =

€
� (m)

1 , . . . , � (m)
n

Š
como la simulación

de las variables no observadas.

2: Paso-SA: Actualización de sm� 1 utilizando el esquema de aproximación
estocástica

sm = sm� 1 + � m

�
S

�
y, X(m) , � (m)

�
� sm� 1

�
.

3: Paso-M: Actualización de �̂ m� 1 por �̂ m = argmax
�

(�  (� ) + hsm, � (� )i ) .



Capítulo 3

Teoría Wavelet

En la primera parte del presente capítulo se realiza una introducción a la teoría wavelet, abor-
dando conceptos relevantes para el desarrollo de la metodología de eliminación de ruido en
series de tiempo. Entre estos conceptos se incluyen los tipos de la transformada wavelet, la
descomposición y reconstrucción de señales, así como la metodologíaShrinkageo de suaviza-
do.

Se profundiza en aspectos como la transformación de observaciones del plano real al dominio
wavelet, las propiedades matemáticas y estadísticas de los coe�cientes wavelets. Además, se
desarrollan los conceptos deWavelet Shrinkagey Wavelet Threshold, los cuales se fundamentan
en la propiedad de escasez (sparse) de los coe�cientes wavelets para la eliminación de ruido.

Finalmente, se analizan las diferentes técnicas convencionales de eliminación de ruido basadas
en el enfoque threshold, haciendo especial énfasis en la técnica bayesiana, que sirve como
fundamento para el desarrollo de una nueva técnica metodológica de contracción (shrinkage)
de coe�cientes wavelet.

3.1. Transformada Wavelet (TW)

La TW en el contexto de series de tiempo, es una técnica que permite descomponer un conjunto
de observaciones en diferentes frecuencias y escalas. Esta descomposición facilita el análisis de
sus características temporales, como estacionalidades, tendencias y observaciones extremas. Al
aplicar la TW, es posible identi�car patrones subyacentes, tendencias a largo plazo y anomalías
a lo largo del tiempo.

Una de las principales ventajas de la TW es su capacidad para capturar tanto detalles �nos co-
mo tendencias generales en las series temporales. Los coe�cientes wavelet resultantes de esta
transformación proporcionan información sobre cómo varían las características de la serie en
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Figura 3-1 : La línea negra discontinua, representa la función sen(3x), la línea roja continua
corresponde a la wavelet Morlet

diferentes escalas, lo que permite observar cambios sutiles que podrían pasar desapercibidos
con métodos más tradicionales.

En la Figura 3-1, la wavelet Morlet, tiene una extensión limitada, tomando una forma ondula-
toria discernible solo entre los valores -3 y 3. Fuera de este intervalo, la wavelet Morlet asume
un valor constante de cero. En contraste, la función sen(3x), que es una función sinusoidal,
se extiende periódicamente en el intervalo(�1 , 1 ). Mientras que la función seno se repite
inde�nidamente, capturando patrones globales a través de su periodicidad, la wavelet Morlet
captura patrones locales dentro de un segmento especí�co, lo que la hace ideal para analizar
señales no estacionarias donde las características cambian con el tiempo.

Se introduce el concepto de “wavelet madre”, denotada por ( t ) y debe satisfacer dos condi-
ciones necesarias para ser considerada válida :

1. La integral de la función sobre todo el dominio debe ser igual a cero.

Z 1

�1

 ( t ) dt = 0, (3-1)

2. La energía total de la función wavelet madre debe ser igual a uno, es decir, la integral
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del cuadrado de la función es:
Z 1

�1

 2 ( t ) dt = 1. (3-2)

De la propiedad 2 se deduce que para cualquier valor de 0< " < 1, existe un intervalo de
dimensión �nita [ � T, T] tal que:

Z T

� T

 2 (u) du < 1 � " . (3-3)

Si " se encuentra muy cercano a cero, entonces la contribución de la función (�) fuera del
intervalo [ � T, T] es poco signi�cativa. Esto signi�ca que toda la actividad diferente de cero se
encuentra restringida a dicho intervalo. Además, dado que el tamaño del intervalo[ � T, T] es
pequeño en comparación con el tamaño in�nito de (�1 , 1 ), la actividad diferente de cero
de  (�) puede ser limitada a un pequeño intervalo (Percival & Walden 2000).

Mientras que la propiedad 2 establece que (�) debe tener valores diferentes de cero, la pro-
piedad 1 indica que cualquier porción de la función por encima de cero debe ser compensada
por porciones por debajo de cero. Esto hace que (�) se parezca a una “onda” (wave) (Percival
& Walden 2000). En otras palabras, estas dos propiedades implican que al menos algunos va-
lores de la función wavelet deben ser distintos de cero. Además, que las desviaciones respecto
de cero se compensan mutuamente para cumplir con las condiciones de cancelación requeridas.

La Figura3-2, ilustra ejemplos de tres funciones wavelet y sus respectivas fórmulas dadas por:

Wavelet Haar Wavelet Mexican Hat Wavelet Morlet

 ( t ) =

8
<

:

1 0 � t � 1
2

� 1 1
2 � t � 1

0 e. o. c.

 ( t ) =

(
2(1� t 2)e� 1

2 t2

� 1=4
p

3
� 4 � t � 4

0 e. o. c.
 ( t ) =

¨
� � 1

4 e� 1
2 t 2

ei ! 0 t � 2 � t � 2

0 e. o. c.

Todas ellas cumplen con las dos propiedades anteriormente expuestas. Para los tres ejemplos,
la función es diferente de cero en cierto tramo acotado y en suma, estas desviaciones son can-
celadas. En la función waveletMexican Hatsolo se expresa su parte real (también tiene parte
compleja), y la wavelet Morlet se expresa en su forma simple como en Boako & Alagidede
(2017).

En la literatura se han desarrollado muchas familias de funciones wavelets que se han usado
con frecuencia en estudios de series de tiempo económicas, como lo demuestran los trabajos de
Cinquemani & Pillonetto (2008), Al-Wadi et al. (2011), Rubio et al. (2023), entre otros. Estos
autores emplean especí�camente la función wavelet propuesta por Daubechies (1990) para
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Figura 3-2 : (a) Wavelet Haar, (b) Wavelet Mexican Hat, (c) Wavelet Morlet

re�nar las estimaciones y enriquecer el análisis de sus respectivos métodos. La adopción recu-
rrente de esta herramienta en diversas aplicaciones �nancieras y estudios de series de tiempo
económicas valida su pertinencia en este campo y su uso en la presente investigación.

La wavelet Daubechies (1990) es una familia de wavelets ortonormales de soporte compacto
basada en la wavelet Haar, cuya forma depende de sus momentos de desvanecimiento. Esta
propiedad determina la capacidad de la wavelet para representar o detectar características
particulares de una señal.

Las wavelet Daubechies tienen un número ajustable de momentos de desvanecimiento. Un
número mayor de estos momentos implica un incremento en su capacidad de captar cambios
abruptos, así como singularidades y detalles de la señal, lo que mejora su desempeño en la eli-
minación de ruido y en la detección de fenómenos locales (Vilimek et al. 2022). Esto se debe a
que la representación polinómica a partir de los momentos de desvanecimiento permite omitir
componentes suaves y enfocarse en características especí�cas como saltos, picos e irregulari-
dades.

Los momentos de desvanecimiento indican el grado máximo de polinomios que una wavelet
puede anular o ignorar. En términos precisos, una wavelet posee# momentos de desvaneci-
miento si la integral de su función multiplicada por cualquier polinomio de grado menor que
# es cero. Esto signi�ca que dichas wavelets no responden a componentes suaves o tendencias
representables por funciones polinómicas de hasta ese orden, lo cual les permite centrarse en
la detección de irregularidades, discontinuidades y detalles �nos en la señal.
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Formalmente, una wavelet  ( t ) cumple con # momentos de desvanecimiento si:

Z 1

�1

 ( t ) t i dt = 0, i = 0,1, . . . , # � 1.

Por ejemplo, la wavelet Daubechies de ordenN (denotada como dbN) tiene exactamenteN
momentos de desvanecimiento. Esto implica que puede cancelar polinomios hasta el grado
N � 1 en la transformación de la señal (una wavelet con 4 momentos de desvanecimiento
puede contrarrestar componentes constantes, lineales, cuadráticos y cúbicos). Cuantos más
momentos de desvanecimiento tenga una wavelet, mejor será su capacidad para aproximar
funciones suaves y eliminar ruido en los datos. La Figura3-3 muestra cómo cambia la forma
de la función wavelet cuando se incrementa el número de momentos de desvanecimiento.

En otras palabras, los momentos de desvanecimiento determinan la capacidad de una wavelet
para anular componentes polinómicas de una señal: una wavelet conN momentos de desva-
necimiento cancela exactamente todos los polinomios de grado inferior aN, de manera que
dichas componentes suaves se representan en la aproximación (suavización) y no en los deta-
lles (coe�cientes wavelets). En consecuencia, cuando la señal es constante, lineal o cuadrática,
los coe�cientes wavelet tienden a ser nulos en las regiones donde el comportamiento es pura-
mente polinómico y solo adquieren valores signi�cativos en los puntos donde la señal presenta
irregularidades o discontinuidades. Así, las wavelets con un mayor número de momentos de
desvanecimiento, como la Daubechies 4 (db4), producen coe�cientes prácticamente nulos en
zonas suaves y concentrados en los cambios estructurales, mientras que wavelets de menor or-
den, como la Haar (db1), aún responden ante variaciones graduales por su capacidad limitada
de cancelación polinómica.

La familia wavelets Daubechies se caracteriza por carecer de simetría. Además, no cuenta con
una expresión analítica explícita, a excepción de la wavelet Daubechies db1 (o wavelet Haar),
que es la única integrante con una forma de�nida matemáticamente;

 ( t ) =

8
><

>:

1 0 � t � 1
2

� 1 1
2 � t � 1

0 e.o.c

(3-4)

Con el objetivo de abarcar un rango más amplio de señales a caracterizar, Daubechies (1992)
propone las wavelets Daubechies menos asimétricas (dbla,Daubechies least-asymmetric) o tam-
bién conocidas como wavelets Symlet (Nason 2008). Esta opción busca minimizar el grado de
asimetría presente en las wavelets. Al igual que las wavelets Daubechies, el número de mo-
mentos de desvanecimiento determina la forma que adopta cada wavelet. En la Figura3-4, se
puede observar el comportamiento de estas wavelets. A medida que aumentan sus momentos
de desvanecimiento, la wavelet se vuelve más e�caz para eliminar componentes polinomiales
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Figura 3-3 : Familia de Wavelets Daubechies con todos sus momentos de desvanecimiento,
(a) db1, (b) db2, (c) db3, (d) db4, (e) db5, (f) db6, (g) db7, (h) db8, (i) db9, (j) db10.

y captar detalles �nos en señales con irregularidades pronunciadas.

Las propiedades 1 y 2 son necesarias pero no su�cientes para establecer propósitos prácticos
en una función wavelet (Masset 2015). Adicionalmente, una función wavelet debe admitir una
transformada de Fourier,

	 ( f ) =

Z 1

�1

 ( t ) e� i2� f t dt

tal que,

C	 =

Z 1

0

j	 ( f ) j2

f
d f satisface 0< C	 < 1 ,

donde f corresponde a la función o señal que determina el comportamiento de las observacio-
nes. Esta propiedad se conoce como lacondición de admisibilidady permite la reconstrucción
de f a partir de su transformada wavelet (Percival & Walden 2000).

En las siguientes dos secciones se presenta la transformada wavelet continua y discreta, es-
te procedimiento permite descomponer la función o señal en diferentes escalas de frecuencia
a partir de coe�cientes generados a partir de la transformación. Las escalas más pequeñas de
estos coe�cientes capturan detalles �nos (altas frecuencias), mientras que las escalas más gran-
des capturan características más generales (bajas frecuencias). Estos coe�cientes son utilizados
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Figura 3-4 : Familia de wavelets Daubechies menos asimétricas (Symlet) con todos sus mo-
mentos de desvanecimiento, (a) dbLa4, (b) dbLa5, (c) dbLa6, (d) dbLa7, (e) dbLa8, (f) dbLa9,
(g) dbLa10.

para reconstruir la señal original, o para realizar análisis y procesamientos especí�cos.

3.1.1. Transformada wavelet continua (TWC)

Una función f : R ! R se denomina cuadrado integrable si:

Z 1

�1

f 2 ( x) dx < 1 .

El conjunto de todas las funciones cuadrado integrables se denota por L2 (R) y las wavelets
constituyen una representación de esta clase de funciones en otro sistema base. Dicho de otra
forma, toda función que sea cuadrado integrable admite una representación wavelet.

Para obtener la representación wavelet de una función cuadrado integrable, es necesario rea-
lizar traslaciones y escalamientos de la función wavelet seleccionada, ajustando así su forma
para que se aproxime al comportamiento de la función original. Los desplazamientos de la
función wavelet están determinados por la constante de traslaciónl que permite mover la
wavelet a lo largo del eje temporal. Por otro lado, la dilatación o compresión de la función
wavelet se controla mediante el parámetro de escalas, que ajusta la longitud de la wavelet. La
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Figura 3-5 : (a) Wavelet Morlet, (b) wavelet Morlet con s= 1=2 y l = 0, (c) wavelet Morlet con
s= 3 y l = 5.

representación de una wavelet en función de los parámetros de traslación y escala se de�ne
como:

 s,l ( t ) =
1

p
s
 

•
t � l

s

‹
, s> 0, l 2 R, (3-5)

donde  ( t ) es la función wavelet escogida y se denomina “wavelet madre”. En esta expresión,
el factor 1p

s garantiza que la energía total de la wavelet se conserve a medida que se modi�ca
su escala, esto es importante para mantener las propiedades de ortogonalidad y normalización.

Dada una función wavelet madre  y una serie de tiempo y ( t ) 2 L2 (R), la transformada wa-
velet continua (TWC) proporciona una proyección de la función original y ( t ) en componentes
tiempo-escala, esa proyección se de�ne de la siguiente manera:

W (l , s) =



y,  l ,s

�
=

Z

R

y ( t )  �
l ,s ( t ) dt ,

donde � denota la conjugada compleja. Además, para niveles bajos de resolución,W (l , s) da
información acerca de la localización de la regularidad local de y ( t )

Tal como se observa en la Figura3-5, el parámetro de escalas controla el tamaño de las varia-
ciones; cuandos es menor que 1, la función se comprime, mientras que cuandos aumenta, la
función se expande. Al aplicar la TWC a una funcióny ( t ), esta se descompone en sus coe�-
cientes wavelets,W (l , s), sin importar la complejidad de la estructura de la función. También
es posible reconstruir la señal original y ( t ) a partir de estos coe�cientes. En la sección 3.2 se
profundizará en este mecanismo.

Calcular una TWC es computacionalmente exigente, los algoritmos para obtener todos los co-
e�cientes wavelet que representan la función y ( t ) son complejos en términos operativos, por
lo tanto, la TWC es más adecuada para estudiar funciones matemáticas que señales o series
de tiempo económicas (Masset 2015). Además, por la naturaleza continua que pueden tomar
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los parámetros s y l , la transformada contiene gran cantidad de información redundante re-
presentada en coe�cientes wavelets poco signi�cativos que contienen gran cantidad del ruido
de la señal.

3.1.2. Transformada wavelet discreta (TWD)

A diferencia de la TWC, la TWD utiliza solo potencias de dos para los parámetros de traslación
( l ) y escala (s). Esta elección reduce la redundancia, permitiendo una reconstrucción perfecta
y facilitando la implementación, además de ofrecer un buen rendimiento computacional (Bras-
sarote et al. 2018).

Una parametrización común para la TWD, es adoptar el arreglo de “cuadrícula diádica”, que
signi�ca usar potencias de dos para los parámetross y l , es decir, s = 2 j y l = k2 j . Luego una
TWD se expresa como:

 s,l ( t ) =
1

p
s
 

•
t � l

s

‹

=
1

p
2 j

 

�
t � k2 j

2 j

�

, j , k 2 Z, (3-6)

o de manera más compacta:
 j ,k ( t ) = 2� j=2 

�
2� j t � k

�
, (3-7)

donde s = 2 j y l = k2 j son valores que representan el conjunto de escalas y traslaciones dis-
cretas. En este contextoj representa el nivel de resolución en el que se requiere descomponer
la serie original y k el nivel de traslación. Entre más alto es el valor dej, mayor es el nivel de
detalle de la serie original en el proceso de reconstrucción.

Los coe�cientes wavelet son los valores obtenidos al proyectar una señal en el plano wavelet.
Estos coe�cientes capturan información localizada en tiempo y frecuencia, lo que permite ana-
lizar diferentes escalas o resoluciones de señal mediante la transformada wavelet.

Para llevar a cabo el proceso de descomposición de una señal (por ejemplo, una serie de tiem-
po) en su representación correspondiente en el espacio wavelet, es fundamental utilizar dos
funciones dependientes. La primera de estas es la función wavelet, también conocida como
“wavelet madre”  ( t ), cuyos coe�cientes, llamados coe�cientes de detalle, describen el con-
junto de información en función de su variación a diferentes escalas y posiciones, permitiendo
identi�car características de la señal como picos, cambios abruptos o ruido.

La segunda función es la función de escalamiento, o “wavelet padre”� ( t ), que se utiliza para
reproducir la forma de la señal original. Los coe�cientes de esta función, llamados coe�cien-
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tes de aproximación, permiten realizar una aproximación de la señal en diferentes niveles de
resolución, representando el grado de suavización.

La combinación de ambos tipos de coe�cientes en múltiples niveles de composición permite una
representación jerárquica y multiresolución de la señal. En la siguiente sección se muestra cómo
se descompone y se reconstruye un conjunto de observacionesy ( t ) usando la combinación de
las dos funciones.

3.2. Proceso de descomposición y reconstrucción

En la Figura 3-2 (a) y la ecuación (3-4) se mostró que la función wavelet Haar se caracteriza
por tomar valores discretos y tener una forma de “onda” rectangular o de escalón. Se puede
observar que si se toma una función� ( t ) de forma que:

� ( t ) =

¨
1 0 � t � 1

0 e.o.c
(3-8)

la función wavelet Haar se puede expresar de la siguiente manera:

 ( t ) = � (2t ) � � (2t � 1) (3-9)

donde;

� (2t ) =

¨
1 0 � t � 1

2

0 e.o.c
� � (2t � 1) =

¨
� 1 1

2 � t � 1

0 e.o.c
=

8
><

>:

1 0 � t � 1
2

� 1 1
2 � t � 1

0 e.o.c,

(3-10)

que es precisamente la wavelet madre Haar ( t ) expresada en la ecuación (3-4). En este
contexto a la ecuación (3-8) se le denomina función de escalamiento o función wavelet Haar
Padre. La Figura3-6 muestra esta relación.

El objetivo de una transformada waveletW (l , s) es descomponer una señalf ( t ) en el espacio
wavelet mediante una familia de funciones  s,l ( t ) generadas a partir de una wavelet madre
 ( t ) parametrizadas mediante factores de escalas y traslación l (Wang et al. 2015). Esta re-
presentación permite analizar simultáneamente características en los dominios del tiempo y la
frecuencia.

El cálculo de los coe�cientes wavelet se realiza comúnmente mediante el algoritmo piramidal
de Mallat (1989), que utiliza un enfoque iterativo basado en �ltros de análisis de alta y baja
frecuencia para descomponer la señal en diferentes niveles de resolución. Este método permite
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Figura 3-6 : Relación entre la función de escalamiento y la función wavelet Haar: (a) � ( t ),
(b) � (2t ), (c) � � (2t � 1), (d)  ( t )

obtener coe�cientes de aproximación y detalle de manera rápida y precisa. El proceso descrito
por Mallat puede aplicarse a diversas familias de wavelets, como las wavelets Haar, Daubechies
y Symlets, entre otras. En este trabajo, la obtención de los coe�cientes wavelet se fundamenta
en el método implementado por Nason (2024) para la TWD, el cual utiliza el algoritmo desa-
rrollado por Mallat.

Para ilustrar el proceso de transformación de una señal al espacio wavelet y su correspondiente
reconstrucción inversa, se utiliza como caso particular la función wavelet Haar, de�nida en la
ecuación (3-4). Debido a su simplicidad algebraica, facilita la comprensión de los mecanismos
de descomposición-reconstrucción. Para la notación, se usa como referencia el texto de Bog-
gess & Narcowich (2009).

Primero se de�ne un espacio V0 como el conjunto de funciones constantes por tramos cu-
yas discontinuidades están contenidas en los números enterosZ, de la misma forma V1 es el
espacio de funciones constantes por tramos con soportes �nitos con posibles discontinuida-
des en los enteros medios y así paraV2, V3, . . . , de forma que, f . . . , � 2, � 1, 0, 1, 2, . . .g 2 V0,
f� � � , � 3

2 , � 1, � 1
2 , 0, 1

2 , 1, 3
2 , � � � g 2 V1, f . . . , � 1, � 3

4 , � 1
2 , � 1

4 , 0, 1
4 , 1

2 , 3
4 , 1, . . .g 2 V2 y

f� � � , � 4
8 , � 3

8 , � 2
8 , � 1

8 , 0, 1
8 , 2

8 , 3
8 , 4

8 , � � � g 2 V3.

En generalVj es el espacio de funciones constantes por tramos con soporte �nito cuyas discon-
tinuidades se encuentran contenidas en el conjuntof� � � , � 4

2 j , � 3
2 j , � 2

2 j , � 1
2 j , 0, 1

2 j ,
2
2 j ,

3
2 j ,

4
2 j , � � � g.

Note que, V0 � V1 � V2 � � � � � Vj � 1 � Vj � Vj+ 1 � � � .

Conforme lo anterior y retomando la función de escalamiento Haar, se puede de�nir que el
espacio de todas las funciones de la forma

P
k2Z ak� ( t � k) , ak 2 R, pertenece aV0, luego el

espacio de todas las funciones de la forma
P

k2Z ak� (2t � k) , ak 2 R, pertenece aV1, note que
V0 � V1.
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En general, para cualquier entero no negativo j , el espacio de funciones escalonadas al nivel
de resolución j , de�nido por el conjunto de funciones � jk = 2 j=2�

�
2 j t � k

�
con j, k 2 Z, cons-

tituye una base ortonormal de Vj en L2 (R).

Tal como se observó a partir de las ecuaciones (3-9) y (3-10), existe una relación entre la
función wavelet madre y la función de escalamiento o wavelet padre. En general, se deben es-
tablecer dos supuestos para construir una función wavelet madre a partir de la función wavelet
padre:

1.  hace parte deV1,  ( t ) =
P

l al � (2t � l ), para algún al 2 R (solo algún número �nito
de elementosal 6= 0).

2.  es ortogonal aV0, es decir
R

 ( t ) � ( t � k) dt = 0 para todo k 2 Z,

entonces, siW0 es el espacio de funciones de la forma
P

k2Z ak ( t � k) , ak 2 R (solo un núme-
ro �nito de ak 6= 0), entoncesW0 es el complemento ortogonal deV0 en V1, es decirV1 = V0 � W0,
donde � corresponde a la suma de conjuntos ortogonales.

En general siWj es el espacio de funciones de la forma,
P

k2Z ak 
�
2 j t � k

�
, ak 2 R, donde

se asume que solo un número �nito de elementosak 6= 0, entonces Wj es el complemento
ortogonal de Vj en Vj+ 1 y Vj+ 1 = Vj � Wj . Por descomposición sucesiva, se tiene que,

Vj = Wj � 1 � Vj � 1 (3-11)

= Wj � 1 � Wj � 2 � Vj � 2 (3-12)

=
... (3-13)

= Wj � 1 � Wj � 2 � � � � � W0 � V0

Entonces cada funciónf 2 Vj puede ser descompuesta como una suma única,

f = w j � 1 + w j � 2 + � � � w0 + f0,

donde wl 2 Wl , 0 � l � j � 1 y f0 2 V0.

Además, el espacio L2 (R) se puede descomponer como una suma directa ortogonal in�nita,
L2 (R) = V0 � W0 � W1 � � � � , particularmente, cada función f 2 L2 (R) puede ser escrita de
forma que, f = f0 +

P 1
j= 0 w j , donde f0 2 V0 y w j 2 Wj .

Daubechies (1990) indicó que cualquier función cuadrado integrable (f 2 L2 (R)) puede ser
aproximada por un nivel arbitrario de resolución j mediante una descomposición de la siguien-
te forma:

f ( t ) =
X

k2Z

a j ,k� j ,k ( t ) =
X

k2Z

a j ,k�
�
2 j t � k

�
2 Vj ,
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si se toma como referencia la “cuadrícula diádica”. Entonces, la funciónf tiene una represen-
tación que depende del nivel de resolución j , por lo tanto se puede de�nir, f j , que puede ser
descompuesta comof j = w j � 1 + f j � 1 donde,

w j � 1 =
X

k2Z

d j � 1,k 
�
2 j � 1 x � k

�
, f j � 1 =

X

k2Z

a j � 1,k�
�
2 j � 1 x � k

�
, (3-14)

con w j � 1 2 Wj � 1 y f j � 1 2 Vj � 1, además se puede mostrar también que para cualquier función
f1 =

P
k ak� (2x � k) 2 V1 es ortogonal a V0 si y solo si a1 = � a0, a3 = � a2, . . . , a2k = � a2k� 1.

En este caso y tomando la relación de la ecuación (3-9) se tiene que:

f1 =
X

k2Z

a2k (� (2x � 2k) � � (2x � 2k � 1)) =
X

k2Z

a2k ( x � k) ,

luego, para la relación en la ecuación (3-14) se tiene que:

d j � 1,k =
a j ,2k � a j ,2k+ 1

2
, a j � 1,k =

a j ,2k + a j ,2k+ 1

2
,

y de manera general para cualquier función f ( t ) se tiene que:

fJ ( t ) =
X

k2Z

a j0,k� j0,k ( t ) +
J� 1X

j= j0

X

k2Z

d j ,k j ,k ( t ) , (3-15)

donde fJ ( t ) representa la señal reconstruida a través de los coe�cientes de la transformada
wavelet, con lo que se concluye que cualquier funciónf ( t ) 2 L2 (R) tiene una representación
wavelet determinada por la colección de coe�cientes:

f a j0,k, d j0,k, . . . , d j � 1,kgk2R (3-16)

y se denomina TWD de f ( t ). Los coe�cientes de aproximación f a j0,kg determinan el grado
de suavización de la aproximación de la función, mientras que los coe�cientes wavelet o de
detalle, d j ,k, capturan la variación local de f a diferentes niveles de resoluciónj y niveles de
localización 2� j k. En la Figura 3-7 se observa la descomposición y reconstrucción con niveles
j = 5 y j = 7 respectivamente, de la función periódica:

f ( t ) = sin(2� t )+ cos(2� t )+ sin(8� t )+ 256
•

t �
1
3

‹
e

€
� 642( t � 1

3 )2Š

+ 512
•

t �
2
3

‹
e

€
� 1282( t � 2

3 )2Š

. (3-17)

De la Figura 3-7 se observa que entre más alto es el nivel de resoluciónj , los coe�cientes de
escalamiento � j ,k proporcionan una aproximación más precisa def ( t ). Además, se observa
que los coe�cientes wavelet d j ,k capturan las variaciones locales con mayor precisión al incre-
mentar j , ya que cada nivel subsiguiente corresponde a frecuencias más estrechas. Lo anterior



34 3 Teoría Wavelet

Figura 3-7 : (a) Descomposición y reconstrucción de 3-17 con un nivel de resoluciónj = 5,
(b) Descomposición y reconstrucción de 3-17 con un nivel de resoluciónj = 7.
( ) señal f ( t ), ( ) coe�ciente de aproximación � ( j , t ), ( ) coe�ciente wavelet  ( j , t )

constituye un ejemplo parcial de un análisis Multiresolución (MRA), el cual puede hacerse para
todo el espectro determinado por j , y consiste en mejorar progresivamente la aproximación
global y el re�namiento escalonado de los detalles locales de la señal en cuestión, mediante
los coe�cientes wavelets.

3.3. Análisis Multirresolución (MRA)

El MRA permite descomponer una señal en componentes asociados a diferentes escalas tem-
porales y frecuencias. Boggess & Narcowich (2009) de�nen el MRA a partir de una secuencia
de subespacios de funcionesVj , j = . . . , � 2, � 1, 0, 1, 2, . . . en L2 (R). La colección de subes-
pacios Vj , j 2 Z, se llama MRA con función de escalamiento� y debe cumplir la siguientes
condiciones:

1. (Anidado) Vj � Vj+ 1.
2. (Denso) [ Vj = L2 (R).
3. (Separable) \ Vj = f 0g.
4. (Escalado) La función f ( x) pertenece aVj si y solo si la función f

�
2� j x

�
pertenece aV0.

5. (Bases ortonormales) La función� pertenece aV0 y el conjunto f � ( x � k) , k 2 Zg es
una base ortonormal.

Nason (2008) proporciona una explicación clara de estas condiciones. La primera condición
establece que, a medida que aumenta el valor dej, el espacioVj contiene funciones con escalas
progresivamente más �nas. Esto implica que si una función pertenece aVj , debe pertenecer
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también a Vl para cualquier l > j .

La segunda condición establece que, a medida quej aumenta, los subespaciosVj incluyen
funciones con resoluciones cada vez más �nas. Teóricamente, sij ! 1 , la unión de todos
los subespaciosVj es densa en el espacio de funciones cuadrado integrable L2(R), lo que im-
plica que toda función en L2(R) puede aproximarse arbitrariamente bien mediante funciones
en estos subespacios. En contraste, la tercera condición aborda el comportamiento cuandoj
disminuye. En este caso, los subespaciosVj contienen cada vez menos funciones, perdiendo
progresivamente detalle. Si j ! �1 , la intersección de todos los subespaciosVj se reduce
únicamente a la función cero.

Para la cuarta condición planteada por Boggess & Narcowich (2009) y explicada por Nason
(2008), se toma como referencia la wavelet de Haar, con la que se demuestra que el nivel
de detalle agregado en j + 1 es dos veces más �no que el detalle agregado en el nivelj . Es-
to implica que si una función f ( x) pertenece al subespacioVj , entonces la función escalada
f (2x) (que es la misma función pero varía dos veces más rápido quef ( x)) debe pertenecer
al subespacioVj+ 1. Además, si se toma una funciónf ( x) y se traslada a lo largo del ejex en
una cantidad entera k, obteniendo f ( x � k), su nivel de resolución no cambia. Por lo tanto, si
f ( x) pertenece al subespacioV0, entonces f ( x � k) también pertenece aV0. Esta propiedad
se conoce como invariabilidad bajo traslaciones enteras.

Finalmente, asumiendo que la función wavelet Haar padre� ( x) es un elemento deV0, y dado
que � ( x � k) forma una base ortonormal para V0 (debido a la condición de invariancia bajo
traslación), se puede extender este razonamiento para a�rmar que el conjuntof � ( x � k) , k 2
Zg, donde � j ,k( x) = 2 j=2� (2 j x � k) forma una base ortonormal para Vj . Esta estructura orto-
normal garantiza que cada espacioVj esté bien de�nido y permite una representación precisa
de funciones a diferentes escalas de resolución, asegurando que la información contenida en
cada escala sea independiente y complementaria.

Desde un punto de vista práctico, se debe señalar que una transformada wavelet genera un
conjunto de coe�cientes wavelet cuyo tamaño coincide con el del conjunto original de obser-
vaciones. Suponga que se tiene una señal de tamañon = 2J, donde J es un entero positivo.
En este caso la señal puede descomponerseJ niveles de resolución. El primer nivel de resolu-
ción denotado por j = 0, contiene 20 = 1 coe�cientes wavelet. El segundo nivel de resolución,
denotado por j = 1, contiene 21 = 2 coe�cientes wavelet para representar el comportamien-
to de la señal. El tercer nivel de resolución (j = 2) contiene 22 = 4 coe�cientes wavelet. De
manera sucesiva, el número de coe�cientes waveletk 2

�
2 j , 2 j+ 1 � 1

�
en cada nivel de resolu-

ción para explicar el comportamiento de la señal, se encuentran determinados por 2j , donde
j = 0, . . . , J � 1. Como se ilustra en la Figura3-7, cada nivel de resolución superior, proporciona
un mayor detalle sobre el comportamiento de la señal original.
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Figura 3-8 : (a) Señal Bumps,(b) Señal Doppler,(c) MRA señal Bumps,(d) MRA señal Doppler

Figura 3-9 : Reconstrucción de la señal Doppler para diferentes niveles de resoluciónj .
(a) Señal Doppler, (b) j = 2, (c) j = 3, (d) j = 4, (e) j = 5, (f) j = 6, (g) j = 7, (h) j = 8

En los paneles superiores de la Figura3-8 se presentan dos señales de ejemplo (Bumps y
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Doppler) y en los paneles inferiores de la Figura se muestra el análisis MRA para las señales.
Cada MRA se compone den = 210 = 1024 observaciones, por lo tanto, cada una consta de
10 niveles de resolución. Cada línea en estos paneles inferiores corresponde a un coe�ciente
wavelet determinado por la transformación aplicada, y con cada uno se puede reconstruir el
comportamiento de la señal. El número de coe�cientes wavelet en cada nivel de resolución es
consecuente con el análisis realizado en el párrafo anterior.

En la Figura 3-9, se observa en el ejex el número de coe�cientes utilizados para la recons-
trucción de la señal Doppler. La grá�ca ilustra claramente la relación descrita: a medida que
se emplean niveles de resolución más altos en la reconstrucción de la función, se obtiene un
mayor nivel de detalle en la representación de la señal.

3.4. Wavelet Shrinkage y Threshold

Autores como Donoho & Johnstone (1994), Donoho & Johnstone (1995), Donoho et al. (1995),
Vidakovic & Müller (1995), Chipman et al. (1997) entre otros, plantearon la metodología
wavelet shrinkage. Este procedimiento consiste en estimar una funciónf que se encuentra
latente en la señal observaday = f y1, . . . , yTg. Los autores asumen que la funciónf contiene
la información relevante que permite representar el comportamiento de la señal y que todo lo
demás representa ruido. En la siguiente ecuación se representa esta dinámica:

yi = f ( t i ) + ei , i = 1, . . . , t , (3-18)

donde t i = i=T. T representa la cantidad de observaciones de la señal yei es una variable alea-
toria i.i.d. con media cero y varianza� 2. El objetivo es estimar la función desconocidaf ( t i ),
utilizando las observaciones con ruidoyi (Abramovich et al. 1998). En la Figura 3-10 se mues-
tra una señal contaminada con ruido y se analiza su in�uencia en la representación wavelet.

Los paneles (a) y (b) de la Figura 3-10 presentan las señales Doppler, y Doppler con ruido,
respectivamente. Además, los paneles (c) y (d) exhiben sus respectivos MRA. En estas descom-
posiciones, se puede observar la distribución de los coe�cientes wavelet a través de todos los
niveles de resolución. Es evidente que, en presencia de ruido, los coe�cientes correspondientes
a los niveles de resolución más altos (j = 8,9) presentan variaciones mucho más marcadas
en comparación con la señal original, lo que indica una mayor sensibilidad al ruido en estas
escalas �nas.

Además, la Figura3-11 examina en detalle la magnitud de los coe�cientes wavelet. Los pane-
les (a), (b) y (c) muestran los valores de los coe�cientes wavelet de la señal Doppler para los
niveles de resolución j = 3,5, 9 respectivamente. Mientras que los paneles (c), (d) y (e) pre-
sentan, para estos mismos niveles de resolución, los coe�cientes wavelet en presencia de ruido.
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Figura 3-10 : (a) Señal Doppler, (b) MRA señal Doppler,(c) Señal Doppler con ruido aditivo,
(d) MRA señal Doppler con ruido aditivo.

Figura 3-11 : (a) d jk señal doppler j = 3, (b) d jk señal doppler j = 5, (c) d jk señal doppler
j = 9, (d) d jk señal doppler j = 3 con ruido aditivo, (e) d jk señal doppler j = 5 con ruido
aditivo, (f) d jk señal doppler j = 9 con ruido aditivo.
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Se observa que la presencia de ruido aditivo afecta de forma signi�cativa a los coe�cientes en
el nivel de resolución más alto (j = 9). En este nivel, los coe�cientes exhiben una dispersión
y amplitud considerablemente mayores, indicando que el ruido tiende a concentrarse en las
escalas más �nas, lo que di�culta la identi�cación de la estructura original de la señal en dichas
resoluciones.

Por otro lado, como se indicó en la sección 3.2, siyt 2 L2 (R), entonces la señal admite la
transformada wavelet y, por lo tanto, la ecuación (3-15) es cierta para esta señal y los coe�-
cientes determinados por la función de escalamiento y la función wavelet madre pueden ser
calculados a partir de:

a j0,k =



y, � j0,k

�
=

Z

R

y ( t ) � j0,k ( t ) dt y d j ,k =



y,  j ,k

�
=

Z

R

y ( t )  j ,k ( t ) dt , (3-19)

La expresiónh�, �i denota un producto escalar en L2 (R). A partir de una TWD y para un nivel
de detalle J lo su�cientemente “grande”, se puede hallar una aproximación de ŷ a partir de la
ecuación (3-15):

ŷ ( t ) =
X

k2Z

â j0,k� j0,k ( t ) +
J� 1X

j= j0

X

k2Z

d̂ j ,k j ,k ( t ) , (3-20)

donde â j0,k y d̂ j ,k son estimaciones de los coe�cientes verdaderos con un nivel de resoluciónj
y traslación k. Si se asume que un conjunto de observacionesyt está contaminado con ruido
aditivo, de acuerdo con lo expresado en la ecuación (3-18), los coe�cientes obtenidos a partir
de la transformada wavelet también heredan este ruido, como se observa en las siguientes
ecuaciones:

â j0,k =



y, � j0,k

�
=



f , � j0,k

�
+



e, � j0,k

�
= a j0,k + ã j0,k, (3-21)

d̂ j ,k =



y,  j ,k

�
=



f ,  j ,k

�
+



e,  j ,k

�
= d j ,k + d̃ j ,k, (3-22)

donde ã j ,k y d̃ j ,k es la parte del coe�ciente wavelet que contiene el ruido. De lo anterior se
deduce que los coe�cientes wavelet calculados a partir de la TWD se encuentran contamina-
dos por el ruido aditivo. Esto conlleva a una representación parcializada de la serie original a
través de la transformada wavelet.

Se observa entonces que la presencia de ruido en una señal se re�eja en el cambio de magni-
tud de los coe�cientes de la transformada wavelet. Esto provoca que para muchas funciones, el
vector de coe�cientes wavelet d sea “escaso” (sparse)1, es decir, que solo algunos coe�cientes
wavelets presenten una magnitud lo su�cientemente “grande” como para aportar información

1Por simplicidad en la notación, en algunos casos donde no sean relevantes para la explicación, se omitirán
los subíndices de localización y escala en los coe�cientes wavelets
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relevante al proceso de reconstrucción de la señal. Los coe�cientes restantes contienen princi-
palmente información relacionada con el ruido.

Al aplicar una TWD sobre la señal observadayt , la matriz de transformación W, establecida
por Daubechies (1992), que determina la magnitud de los coe�cientes en el espacio wavelet,
es por naturaleza ortogonal e implica que la TWD del ruido aditivo e, también es ruido. Por
lo tanto, siguiendo el modelo expresado en la ecuación (3-18), el ruido no se concentra enf
sino que se distribuye uniformemente entre todos los coe�cientes wavelet (Nason 2008).

Wy = Wf + We) d̂ = d + d� , (3-23)

donde d̂ corresponde a los coe�cientes wavelet empíricos, que son obtenidos a partir de la
transformada wavelet de las observaciones, yd son los coe�cientes wavelet libres de ruido. La
ecuación (3-23) establece la transformación de las observaciones al espacio wavelet después
de aplicar la matriz W sobre el modelo (3-18). Debido a la relación deParseval2, la energía o
segundo momento de la función,

P
i f 2 ( t i ), es igual a la suma de los cuadrados de los coe�-

cientes wavelets
P

j ,k d2
j,k. Sin embargo, dada la condición de escasez (sparse), la “energía” de

la señal original f se concentra, sin pérdida de información, solo en algunos pocos coe�cientes
d. Por lo tanto, a pesar de la varianza introducida por el ruido, el vector d no solo es esca-
so, sino que los coe�cientes que representan señal útil suelen tener valores signi�cativamente
mayores (Nason 2008). Donoho & Johnstone (1994) y Donoho et al. (1995) desarrollaron
una técnica shrinkage, donde se propone contraer (shrink) los coe�cientes wavelet con el �n
de matizar o eliminar la presencia del ruido aditivo en los coe�cientes empíricos de la trans-
formada wavelet. La idea radica en que los valores grandes de los coe�cientes empíricos,̂d,
contienen la información real de la señal observada, mientras que los coe�cientes con valores
pequeños contienen solo información del ruido. Entonces, se de�ne que una reglaShrinkage
es una función que disminuye el valor absoluto de los coe�cientes wavelet sin cambiar su signo.

En el mismo sentido, un caso particular de una regla de contracción (shrinkage) corresponde
al criterio de umbralización o Threshold, este consiste no solamente en contraer (shrink) los
coe�cientes wavelet hacia cero, sino que también debe llevar a cero todos los coe�cientes que
caen en algún intervalo no vacío alrededor de cero. Donoho & Johnstone (1994) de�nen las
funciones hard � H y soft � S thresholdingpor:

d = � H

�
d̂, �

�
= d̂ � I fj d̂j > � g, (3-24)

d = � S

�
d̂, �

�
= sgn

�
d̂

� �
j d̂j � �

�
� I fj d̂j > � g, (3-25)

donde I corresponde a una función indicadora, d̂ es el coe�ciente wavelet empírico, y � es el
umbral ( threshold). A continuación se presentan algunos métodos threshold convencionales.

2Ver Boggess & Narcowich (2009), teorema 1.40
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Threshold Universal

En la ecuación (3-18) el objetivo es minimizar M̂ = n� 1
P n

i= 1

�
f̂ ( t i ) � f ( t i )

� 2
. Donoho & Johns-

tone (1994) mostraron que por la relación de Parseval, M̂u = kd � d̂k2, el estimador universal:

du = � S

�
d̂, �

�
= � S

€
d̂, � (2 log n)

1
2

Š

satisface,

Mu � (2 log (n) + 1)

‚

� 2 +
nX

i= 1

m�́n
�
jd j ,k j2, � 2

�
Œ

, (3-26)

entonces Donoho & Johnstone (1994) introducen el umbral universal (universal threshold)

� u = �
Æ

2 log n,

donde � 2 puede ser estimado como la varianza o la desviación mediana absoluta (MAD,Ab-
solute Median Deviation) de los coe�cientes de los niveles más �nos de resolución, los cuales,
según los autores, tienen el mayor nivel de ruido.

Threshold SURE

El riesgo insesgado de Stein (SURE,Stein Unbiased Risk Estimation), Donoho & Johnstone
(1995) se basa en el estimador de riesgo insesgado de Stein Stein (1981). El estimador per-
mite calcular el riesgo (pérdida esperada) asociado a un valor de umbral (� ) para una señal
observada yt con coe�cientes waveletsd j ,k en el nivel de resolución j . El estimador SURE está
determinado por:

SURE(� , d) = n � 2 � # f k : jd̂ j ,k j � � g+
nX

k= 1

�
m�́n

�
jd̂ j ,k j, �

�� 2

donde n es la longitud de la señal.

Threshold validación cruzada (CV)

El método de validación cruzada (Cross-Validation), se establece para escoger “parámetros de
suavización” en un amplio rango de procedimientos estadísticos. Combina técnicas de proce-
samiento de señales mediante wavelets y evaluación estadística para optimizar la eliminación
de ruido.

El procedimiento consiste en formar una estimación de la función desconocida con el pará-
metro de suavización � excepto por una sola observaciónk, luego el estimador se usa para
predecir el valor de la función en k, compararlo con el punto excluido y calcular el error de
la predicción. El procedimiento se repite para todos los valoresk = 1, . . . , n, obteniéndose un
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error para el estimador usando el parámetro de suavización� , y esta cantidad se minimiza
sobre � (Nason 2008). El método se fundamenta en la siguiente estructura:

1. Descomposición wavelet: La señal se descompone en coe�cientes wavelet usando la
TWD.

2. Aplicación threshold: Se aplican los umbrales threshold como en las ecuaciones 3-24 y
3-25.

3. Validación cruzada:

� K-Subgrupos: Se divide la muestra enK subgrupos. En cada iteración, se usanK� 1
grupos para entrenar y calcular el umbral, y 1 grupo para validar.

� Una muestra afuera: Se excluye una muestra cada vez, se predice el valor del
umbral ( � ) con las restantes y se promedian los errores.

� Medida de evaluación: Se calcula el error cuadrático medio (MSE) entre el valor
real de la función f ( t ) y el valor predicho f̂ ( t ).

Threshold tasa de falso descubrimiento (FDR)

En Abramovich & Benjamini (1996) y Abramovich et al. (2006) se desarrolla la técnica wavelet
thresholding, tasa de falso descubrimiento (FDR,False Discovery Rate), a partir del trabajo de
Benjamini & Hochberg (1995). La FDR formula un problema de prueba de hipótesis múltiples
para evaluar cuáles coe�cientes wavelets empíricosd̂ j ,k son signi�cativamente diferentes de
cero, es decir, no representan ruido:

H0 : d j ,k = 0, (3-27)

HA : d j ,k 6= 0,

para todo j = 0, . . . , J � 1 y k = 0, . . . , 2 j � 1. La FDR se de�ne como la proporción esperada de
coe�cientes de ruido entre los coe�cientes seleccionados:

FDR= E
•

V
R

˜
, V = Número de falsos positivos,R= Número de coe�cientes seleccionados.

Nason (2008) propone la con�guración de la FDR de la siguiente manera: Suponga queRes el
número de coe�cientes que no se anulan mediante un procedimientothresholding. De estosR,
se asume queS coe�cientes se conservan correctamente (es decir,S de los d j ,k no son cero) y
V coe�cientes se conservan erróneamente (es decir,V de los d j ,k que se conservaron deberían
haber sido anulados porque su valor es cero). Por lo tanto, se cumple queR= S+ V.

El error en este procedimiento se cuanti�ca mediante Q = V=R, que representa la proporción
de coe�cientes conservados incorrectamente respecto al total de coe�cientes conservados. La
FDR se de�ne como la esperanza matemática deQ. El procedimiento propuesto para el cálculo
de la FDR se relaciona a continuación:
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1. Para cadad̂ j ,k calcular el valor-p de dos colas y probar la hipótesisH0 j ,k
: d j ,k = 0,

pj ,k = 2

‚

1 � �

‚
j d̂ j ,k j

�

ŒŒ

,

donde � representa la función de distribución Normal acumulada.

2. Ordene los pj ,k de acuerdo con su tamañop(1) � p(2) � � � � � p(m), donde cada uno de los
p( i ) corresponde a algún coe�ciente wavelet d j ,k.

3. Seai0 el valor mas grande dei para el cual p( i ) � i
mq, donde q es el nivel FDR deseado

(por ejemplo: 5 %). Para i0 calcule � i0 = � � � 1
�
1 �

pi0
2

�
.

4. Aplique la regla Threshold para todos los coe�cientes al nivel � i0 .

3.5. Shrinkage bayesiano

Los métodosshrinkagebayesianos desarrollados por autores como Vidakovic & Müller (1995),
Vidakovic (1998) Abramovich et al. (1998), Chipman et al. (1997), Clyde et al. (1998) propor-
cionan una alternativa de eliminación de ruido en los coe�cientes wavelets a los considerados
en la sección anterior. Recientemente, en trabajos aplicados por Savka (2018), Sousa et al.
(2021), Sousa (2022) y Raath & Ensor (2023) se usaron técnicas waveletsshrinkagecon enfo-
que bayesiano en series de tiempo con el �n de obtener estimaciones más precisas en modelos
aplicados en diferentes campos.

La propiedad de escasez asociada a los coe�cientes wavelets se utiliza como información a
priori en el planteamiento del enfoque shrinkageBayesiano. Por lo tanto, dado un conjunto
de coe�cientes wavelets calculados a partir de una transformación, se asume que muchos de
ellos son exactamente cero, lo cual implica que solo algunos coe�cientes contienen información
relevante que explican la mayor parte del comportamiento de la función (Chipman et al. 1997).

La metodología en el enfoqueshrinkagebayesiano consiste, en primer lugar, en de�nir a partir
de la ecuación (3-23) la distribución a priori de los coe�cientes wavelet libre de ruido d j ,k. Esta
distribución se escoge para capturar la escasez natural de la representación wavelet. Luego,
tomando el teorema de Bayes, se calcula la distribución posterior de los coe�cientes wavelets
d̂ j ,k. Usualmente se asume que la distribución de los errorese, es gaussiana, y por lo tanto, por
la propiedad de ortogonalidad de la TWD, los coe�cientes wavelets del componente de ruido
d� también tienen distribución normal.

De esta manera, dado el modelo expresado en la ecuación (3-23), el objetivo es la estimación
de la distribución posterior de p

�
d jk j d̂ jk

�
,
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p
�
d jk j d̂ jk

�
=

p
�
d jk , d̂ jk

�

p
�
d̂ jk

�

/ p
�
d̂ jk jd jk

�
p

�
d jk

�

posterior / verosimilitud � prior

con,

d̂ jk jd jk � N
�
d jk , � 2

�

d jk � � j N
€
0, � 2

j

Š
+

�
1 � � j

�
� (0) , (3-28)

en la a priori, cada coe�ciente wavelet libre de ruido es cero con probabilidad 1 � � j o se
distribuye normal con media cero y varianza � 2

j con probabilidad � j , donde 0 � � j � 1, � (0)
es un valor puntual de masa cero y losd jk son independientes.� j representa la probabilidad
de que un coe�ciente wavelet sea cero a determinado nivel de resoluciónj , tomando como
referencia la condición de escasez, se plantea que para niveles bajos de resoluciónj = 0,1, . . .,
la probabilidad de que un coe�ciente wavelet sea cero es baja, mientras que en los niveles de
resolución más altos, la probabilidad de que un coe�ciente wavelet sea cero se encuentra cada
vez más cercana a uno.

Además,� 2
j representa la varianza de los coe�cientes wavelet libre de ruido en el nivel de re-

solución j (Abramovich et al. 1998). En Clyde et al. (1998) se utiliza una formulación similar
a la de la ecuación (3-28) pero con una parametrización diferente para los hiperparámetros
� j y � 2

j . El modelo a priori presentado en (3-28) es un caso particular del modelo considerado
por Chipman et al. (1997), donde la distribución a priori para cada d jk es una mezcla de dos
distribuciones normales con media cero, pero con varianzas distintas para coe�cientes wavelet
prescindibles y no prescindibles, respectivamente.

Lo anterior valida la hipótesis de escasez, es decir, en los niveles altos de resolución donde
están contenidos casi todos los coe�cientes de la transformada wavelet, también se encuentra
agrupada la mayor cantidad de ruido; por lo tanto, la mayor parte de los valores de estos co-
e�cientes se encuentran cercanos a cero. Por otro lado, en los niveles bajos de resolución se
encuentra concentrada casi toda la información de la señal; esto es, los coe�cientes tienden a
presentar valores altos.

Entonces, sujeto a la distribución a priori en la ecuación (3-28), la función de distribución
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posterior acumulada de d j ,k j d̂ j ,k está determinada por,

F
�
djd̂

�
= F

�
djd̂, � = 1

�
p

�
� = 1jd̂

�
+ F

�
djd̂, � = 0

�
p

�
� = 0jd̂

�

= F
�
djd̂, � = 1

� O
O + 1

+ F
�
djd̂, � = 0

� 1
O + 1

(3-29)

donde,

p
�
� = 1jd̂

�
=

F
�
d̂j� = 1

�
p (� = 1)

F
�
d̂j� = 1

�
p (� = 1) + F

�
d̂j� = 0

�
p (� = 0)

(3-30)

=

F( d̂j� = 1)p(� = 1)

F( d̂j� = 0)p(� = 0)

F( d̂j� = 1)p(� = 1)

F( d̂j� = 0)p(� = 0)
+

F( d̂j� = 0)p(� = 0)

F( d̂j� = 0)p(� = 0)

=
O

O + 1

siendo O el cociente,

O =
p(� = 1) F

�
d̂j� j = 1

�

p
�
� j = 0

�
F

�
d̂j� = 0

� =
� j

1 � � j

N
€
0, � 2 + � 2

j

Š

N
€
0, � 2

j

Š ,

de lo anterior se obtiene,

O =
� j

1 � � j

�
q

� 2 + � 2
j

exp

8
<

:

� 2
j d̂

2
jk

2� 2
€
� 2

j + � 2
Š

9
=

;
(3-31)

y reemplazando en la ecuación (3-29), se obtiene la distribución posteriord jk j d̂ jk que es tam-
bién una mezcla entre la correspondiente distribución normal posterior y � (0). Por lo tanto,
la función de distribución acumulada posterior F

�
d jk j d̂ jk

�
se expresa como:

F
�
d jk j d̂ jk

�
=

1
1 + ! jk

N

 
� 2

j d̂ jk

� 2 + � 2
j

,
� 2� 2

j

� 2 + � 2
j

!

+
! jk

1 + ! j ,k

I
�
d jk � 0

�
(3-32)

con

! jk =
1
O

=
1 � � j

� j

q
� 2 + � 2

j

�
exp

8
<

:
�

� 2
j d̂

2
jk

2� 2
€
� 2

j + � 2
Š

9
=

;
(3-33)

Chipman et al. (1997) sugieren una función de pérdida en el espacio L2 correspondiente a la
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media posterior de la ecuación (3-32),

E
�
d jk j d̂ jk

�
=

1
1 + ! jk

d̂ jk � 2
j

� 2 + � 2
j

,

esto corresponde a una reglashrinkagedado que se limita a contraer los coe�cientes wavelet,
pero no thresholdya que no se aproxima a la estructura determinada por las ecuaciones (3-24)
o (3-25).

Abramovich et al. (1998) sugirieron el uso de la mediana posterior que corresponde a una
función de pérdida en L1 que conlleva a una reglathreshold, en la que a partir de la densidad
posterior en la ecuación (3-32), resolviendo F

�
d jk j d̂ jk

�
= 0.5 obtuvieron una forma cerrada

para la mediana posterior:

Med
�
d jk j d̂ jk

�
= sgn

�
d̂ jk

�
máx

�
0, &jk

�
,

donde

&jk =
� 2

j

� 2 + � 2
j

j d̂ j ,k j �
� j �

p
� 2 + � 2

� � 1

‚
1 + m�́n

�
! jk , 1

�

2

Œ

.

La cantidad &jk es negativa para todod̂ jk para algún intervalo implícito entre
�
� � j , � j

�
, y por

lo tanto Med
�
d jk j d̂ jk

�
es cero cuandojd̂ j ,k j se encuentra por debajo del umbral, lo cual, es la

de�nición de una regla thresholdcon umbral � j .

El objetivo es la estimación de la función de densidad de los coe�cientes reales a partir de la
distribución posterior, F

�
d jk j d̂ jk

�
, conociendo a priori la información sobre los coe�cientes em-

píricos d̂. Obtener una forma cerrada de la distribución es difícil; además, es deseable estimar
los parámetros� = f � j , � 2

j , � 2g en el mismo esquema.

Müller & Vidakovic (1998) propusieron un marco bayesiano para la estimación de la función
de densidad en el espacio de coe�cientes wavelet, en el que se contraen los coe�cientes wavelet
siguiendo un esquema MCMC, establecieron como distribuciones a priori para los parámetros,
� j = � j , � � Beta(a, b), y 1=� � Gamma(a� , b� ), asumen que los coe�cientesd j ,k son diferen-
tes de cero con probabilidades geométricamente decrecientes,� j .

Abramovich et al. (1998) establecieron el comportamiento a priori de los parámetros que mo-
delan la tasa de decaimiento de las magnitudes de los coe�cientes wavelets de la siguiente
manera:

� 2
j = C12� � j y � j = m�́n

�
1, C22� � j

�
, j = 0, . . . , J � 1,

para � = 1, � = 0.5 �jos. C1 se obtiene a partir del proceso de maximización de la log-
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verosimilitud de la distribución de los coe�cientes wavelets en las colas,N
�
0, � 2 + � 2

�
, acepta-

dos a partir de la regla threshold� u = �
p

2 log n, y C2 se calcula a partir de un procedimiento
similar.

Clyde et al. (1998) plantearon múltiples métodos de estimación shrinkageen un modelo jerár-
quico Bayesiano donde,

d jk j� jk , � � N
�
0, � jk cjk � 2

�
,

la varianza de los coe�cientes wavelets verdaderos escjk � 2 cuando � jk = 1, y decae a cero
cuando � jk = 0, además usaron una distribución conjugada para� 2 dada por,

�� =� 2 � � 2
� ,

donde � y � son hiperparámetros �jos. Finalmente, � jk las modelaron como variables aleatorias
independientes con distribución Bernoulli, � j � Ber

�
� j

�
, asumieron que los hiperparámetros

son constantes dentro del nivel de detallej . Con esta información aproximaron cuatro marcos
de estimación Bayesiana para los parámetros del modelo, entre los que incluyeron un muestreo
de Gibbs, un método de muestreo de importancia (IS,Importance Sample) y dos métodos de
aproximación analítica.

La eliminación de ruido aditivo en observaciones, con el objetivo de mitigar su impacto en la
estimación posterior de modelos, ha sido abordada desde múltiples perspectivas en diferen-
tes trabajos especializados. Estudios como los de Capobianco (1999), Alrumaih & Ai-Fawzan
(2002) y Huerta (2005) sentaron las bases teóricas, mientras que desarrollos recientes Jing-
yi et al. (2016), He & He (2019), Sousa et al. (2021), Liu & Cheng (2024), entre otros, han
explorado aplicaciones en dominios complejos como �nanzas y bioseñales. Aunque existen
aproximaciones bayesianas en este contexto, como los trabajos desarrollados por Cinquemani
& Pillonetto (2008), Remenyi & Vidakovic (2013), su aplicación especí�ca a series temporales
�nancieras –donde los errores exhiben heterocedasticidad y dependencia estructural– sigue
siendo un área poco explorada.

En el Capítulo 4 se desarrolla una nueva metodología waveletshrinkage bayesiana que ge-
neraliza el marco clásico propuesto por autores como Clyde et al. (1998) Müller & Vidakovic
(1998) y Abramovich et al. (1998). El enfoque propuesto calcula la distribución posterior de los
coe�cientes wavelet libres de ruido, basado en un algoritmo SMC que aprovecha la dualidad
tiempo-frecuencia inherente a la descomposición wavelet.



Capítulo 4

Wavelet Shrinkage bayesiano basado en
un �ltro de aprendizaje de partículas

En este capítulo desarrollamos un nuevo enfoque de contracción denominadoBayeShrinkPL,
de coe�cientes wavelet basado en un enfoque bayesiano para la eliminación de ruido en se-
ries de tiempo. Esta metodología se basa en la estructura algorítmica usada en los modelos de
aprendizaje de partículas (PL). Este enfoque permite un control más directo sobre la informa-
ción descartada por la propiedad de escasez inherente a los coe�cientes wavelet.

Además, se evalúan diversas técnicas convencionales de eliminación de ruido en conjuntos de
observaciones de diferente tipo, comúnmente utilizados en la literatura sobre este tema. Se
demuestra que, al trabajar con una serie de tiempo que presenta un comportamiento estocás-
tico inherente, el enfoque wavelet bayesiano de eliminación de ruido es más adecuado debido
a su mayor capacidad de ajuste.

Para el cálculo de la transformada wavelet y la implementación de los diferentes enfoques con-
vencionales de eliminación de ruido, se utilizó el paquete del software estadístico R “wavethresh”
desarrollado por Nason (2024). Este paquete, reconocido en el análisis de señales, permite rea-
lizar transformadas wavelet discretas. Incluye algoritmos de waveletshrinkagepara diferentes
tipos de datos y soporta wavelets de múltiples familias de �ltros (Ej., Daubechies, Symlet, entre
otras).

4.1. Wavelet Shrinkage en series de tiempo �nancieras

Diversos autores como Chipman et al. (1997), Clyde et al. (1998), Abramovich et al. (1998),
Remenyi & Vidakovic (2013), Raath et al. (2023), han desarrollado metodologías bayesianas
basadas en técnicasshrinkagepara la contracción de coe�cientes wavelets. Estas metodologías
permiten calibrar los parámetros que de�nen la distribución de los coe�cientes libre de ruido,
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como la varianza de los coe�cientes wavelets (� 2
j ), la varianza del ruido aditivo ( � 2) y � j que

representa la probabilidad de que un coe�ciente wavelet sea cero a cierto nivel de resoluciónj .
Los resultados obtenidos por estos enfoques han demostrado que las técnicas bayesianasshrin-
kagelogran ajustes más precisos que las reglas convencionales de umbralización (thresholding).

El enfoque shrinkagebayesiano resulta especialmente adecuado cuando se pretende la elimi-
nación de ruido aditivo en series de tiempo que adicionalmente tienen presencia de un error
estocástico inherente, como por ejemplo los retornos �nancieros1. Al aplicar una técnica sh-
rinkage sobre los coe�cientes resultantes de una transformada wavelet, estos son contraídos
en mayor o menor medida, pero a diferencia de las reglas convencionalesthreshold, ningún
coe�ciente es eliminado. Con un enfoque bayesiano se puede controlar la cantidad de ruido
que se elimina a través de los parámetros descritos anteriormente.

El enfoque bayesiano permite controlar con precisión la cantidad de ruido eliminado median-
te la calibración de los parámetros mencionados (� 2

j , � 2 y � 2
j ). Esto proporciona una ventaja

frente a las reglas convencionales, ya que no solo preserva más información relevante en los
datos, sino que también mejora la capacidad del modelo para manejar señales complejas con
componentes estocásticos. En este contexto, el uso del enfoque bayesiano no solo optimiza el
ajuste del modelo, sino que también ofrece una herramienta �exible y robusta para el análisis
y procesamiento de señales con ruido.

La eliminación de ruido aditivo en series temporales �nancieras ha sido abordado como un pa-
so previo a la estimación de modelos predictivos, dada su capacidad para mejorar la precisión
de los pronósticos. En este contexto, Alrumaih & Ai-Fawzan (2002) destacaron los bene�cios
de la transformada wavelet (TW) en el análisis de series temporales, particularmente para
la eliminación de ruido. Tras este proceso, aplicaron modelos como suavización exponencial,
autorregresivos (AR), de media móvil (MA) y ARMA para pronosticar el comportamiento del
Índice Bursátil Saudí (SSI). Sus resultados evidenciaron que la TW no solo �ltra el ruido, sino
que también preserva las características no estacionarias de los datos, esenciales para capturar
patrones �nancieros complejos.

Posteriormente, He & He (2019), justi�caron la presencia de ruido aditivo en las series de
tiempo y estudiaron a profundidad su impacto en el proceso de predicción, argumentando que
distorsiona las señales relevantes y di�culta la identi�cación de tendencias subyacentes. Para
abordar este problema, propusieron una nueva funciónthresholdingadaptativa, que aplicaron
al Índice Compuesto de Shanghái. Este método permitió reducir el ruido sin eliminar informa-
ción crítica, mejorando la capacidad predictiva de modelos posteriores.

1Los retornos de activos �nancieros presentan ciertas regularidades empíricas sin importar el contexto o el tipo
de activo �nanciero y esto es lo que se conoce como hechos estilizados, este concepto se ampliará en el capítulo
7.
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En el mismo sentido, Capobianco (1999) y Mohammed et al. (2020), aplicaron técnicas con-
vencionalesthresholdingpara eliminar el ruido de los coe�cientes de la TW en series de tiempo
�nancieras. Tras depurar las observaciones, implementaron los modelos de volatilidad GARCH
y Exponential-GARCH en los retornos diarios de los índices Nikkey y FBEMAS2 respectivamente.
Concluyeron que la TW mejora la estimación de la volatilidad al eliminar el ruido del merca-
do a diferentes escalas temporales, lo que facilita la identi�cación de clusters de volatilidad y
eventos extremos, fenómenos típicos en mercados �nancieros.

Recientemente, Raath & Ensor (2023), estimaron un modelo de volatilidad estocástica para un
activo �nanciero con una serie de retornos reconstruidos a partir de una TWC. Para el proceso
de eliminación de ruido de los coe�cientes wavelets, aplicaron una técnica semiparamétrica
desarrollada en Raath et al. (2023). Este método asume normalidad en el ruido aditivo y cons-
truye una función que minimiza la distancia entre la señal original y la señal depurada (libre de
ruido). A partir de esta función, se obtienen los parámetros que determinan los pesos asociados
a los coe�cientes wavelet, que determinan su contribución a la señal (� t ) y varianza del ruido
(� 2

t ), utilizada para ajustar la intensidad del �ltrado . Estos parámetros permiten “limpiar”
la serie de retornos �nancieros antes de modelar la volatilidad, logrando una estimación más
precisa de las dinámicas de riesgo. La ventaja de este enfoque frente a métodosthresholding
convencionales radica en la �exibilidad, ya que en lugar de eliminar coe�cientes, los ajusta
gradualmente, preservando información valiosa incluso en escalas de alta frecuencia.

4.2. Shrinkage bayesiano basado en un �ltro de aprendizaje

de partículas

Como se discutió en el capítulo 2, los desarrollos bayesianos basados en algoritmos secuencia-
les Monte Carlo (�ltro de partículas) y aprendizaje de partículas (PL, Particle Learning) para
modelar variables latentes han ganado relevancia debido a la facilidad de su implementación,
las ventajas computacionales que ofrecen y sus buenas propiedades de convergencia.

Teniendo en cuenta lo anterior, se plantea una estrategia estado-espacio para el desarrollo de
un nuevo método wavelet shrinkageBayesiano basado en un �ltro secuencial PL con aprendi-
zaje de parámetros. Inicialmente, es necesario identi�car las ecuaciones de observación y de
transición. En este sentido, la ecuación de observación se construye en función de los coe�-
cientes empíricos obtenidos a partir de la transformada wavelet (TW), mientras que la variable
latente, es decir, los coe�cientes wavelet libres de ruido, se determinan a partir de la forma a
priori que tiene la ecuación de transición.

2FTSE-Bursa Malaysia Emas Sharia'h Index
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A partir de las ecuaciones (3-23) y (3-28) se de�nen las ecuaciones de observación (EO) y de
transición (ET) respectivamente como:

EO: d̂ j ,k = d j ,k + d� j ,k
� N

�
d jk , � 2

�
(4-1)

ET: d j ,k � � j N
€
0, � 2

j

Š
+

�
1 � � j

�
� (0) , (4-2)

los valores de d̂ j ,k � N
�
d jk , � 2

�
corresponden a los coe�cientes empíricos obtenidos en la

transformada wavelet. Como en la ecuación (3-18) ei es una variable i .i .d con distribución
N

�
0, � 2I

�
, y la matriz de transformación W es ortogonal (WW> = I), entonces, según la ecua-

ción (3-23) se tiene que We= d� j ,k
, y en consecuencia,We � N

�
0, � 2I

�
, ya que la covarianza

satisface,
Cov(We) = WCov(e) W> = W

�
� 2I

�
W> = � 2WW> = � 2I. (4-3)

Por lo tanto, We= d� j ,k
� N

�
0, � 2

�
, es decir, los errores transformados mantienen la indepen-

dencia, la normalidad y la misma varianza que los errores originales. Finalmente, el vector de
parámetros de la estructura espacio-estado determinado por las ecuaciones (4-1) y (4-2) se
encuentra determinado por � = f � 2, � 2

j , � jg.

El enfoque que proponemos en la presente investigación es el algoritmo waveletshrinkage
bayesiano basado en un �ltro secuencial de aprendizaje de partículas (BayeShrinkPL). Este
procedimiento corresponde a un esquema que combina las estimaciones del algoritmo EM
(Expectation-Maximization), acoplado con un algoritmo de aprendizaje de partículas (PL). Es-
te planteamiento sigue la metodología planteada por Donnet & Samson (2011), que desarrolla
el algoritmo SAEM-PMCMC (Stochastic Aproximation Expectation Maximization-Particle Mon-
te Carlo Markov Chain) para la estimación de la variable latente y los parámetros de la función.

El algoritmo BayeShrinkPL, busca la estimación de los parámetros� , en el mismo ciclo se-
cuencial en el que se estiman los coe�cientes wavelet libre de ruido, similar a las metodologías
PF y PL. La combinación del algoritmo EM y las técnicas de aprendizaje de partículas permite
una actualización de la distribución posterior en dos etapas del ciclo secuencial. Esto se hace
para adaptar el algoritmo, ya que el parámetro de la variabilidad del ruido � 2 se presenta en
todos los coe�cientes wavelet sin importar el nivel de resolución, mientras que los parámetros
� j y � 2

j varían entre niveles de resolución, pero se asumen constantes dentro de cada nivel de
resolución j .

En términos generales, nuestro procedimiento consiste en plantear el algoritmo EM a partir de
los estimadores de máxima verosimilitud (MV) de � j y � 2

j desarrollados en Clyde & George
(1999). Posteriormente, se debe establecer una metodología PL con aprendizaje de parámetros
para estimar � 2 del vector � . En esta misma estructura, se debe extraer la variable latented j ,k,
que corresponde a los coe�cientes wavelets libres de ruido.
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4.2.1. Estimadores de máxima verosimilitud usados en el algoritmo EM

Clyde & George (1999) plantearon los estimadores de máxima verosimilitud para los paráme-
tros � j y � 2

j , desarrollando una derivación alternativa del algoritmo EM para problemas de la
familia exponencial. Este enfoque considera los coe�cientes wavelets empíricosd j ,k, calculados
a partir del algoritmo de Mallat (1989), y la variable latente ! j ,k determinada por la ecuación
(3-33). La función de Log-verosimilitud se encuentra determinada por:

L
€
� 2

j , � j jd, ! , � 2
Š

=

�

log

�
� j

1 � � j

�

�
1
2

log
€
1 + � 2

j

Š� X

k

! j ,k

�
1
2

€
1 � � 2

j

Š� 1 X

k

! j ,kd2
j,k

� 2
(4-4)

+ n j log
�
1 � � j

�
�

1
2

X

k

�
1 � ! j ,k

� d2
j,k

� 2
,

y pertenece a la familia exponencial de la formaa(� )> b(X)+ c(� )+ d (X), donde � = f � 2
j , � jg,

a (� ) es el vector de parámetros yb(X) es el vector de estadísticos su�cientes,

b(X) =

‚
X

k

! j ,k,
X

k

! j ,kd2
j,k=� 2

Œ>

.

Debido a la estructura de la familia exponencial, el paso del valor esperado (E-step) del algo-
ritmo EM consiste en calcular el valor esperado de los estadísticos su�cientes con respecto a la
distribución de ! dado d

E
€

b(X) jd, � 2 (i )
j , � ( i )

j

Š
=

‚
X

k

! ( i )
j ,k,

X

k

! ( i )
j ,kd2

j,k=� 2

Œ>

= b̂( i ) (X)

donde !
( i )

j ,k = 1=1+ O( i )
j ,k es la media posterior de! j ,k y O( i )

j ,k es el odds posterior en la ecuación

(3-31) usando los valores actualizados�̂ 2 (i )
j y �̂ ( i )

j .

El paso de maximización (M-step) consiste en maximizarc(� )+ a (� )> b̂( i ) (X) de lo que resulta,

�̂ 2 (i+ 1)
j = máx

(

0,

P
k ˆ! ( i )

j ,kd2
j,k

P
k ˆ! ( i )

j ,k� 2
� 1

)

(4-5)

�̂ ( i+ 1)
j =

P
k ˆ! ( i )

j ,k

n j

, (4-6)

donde n j corresponde al número de coe�cientes en cada nivel de resoluciónj . Si las estima-



4.2 Shrinkage bayesiano basado en un �ltro de aprendizaje de partículas 53

ciones se encuentran dentro del espacio paramétrico, y dado que la función de verosimilitud
aumentada pertenece a una familia exponencial regular, las soluciones para� 2

j y � j son glo-
bales y únicas (condicionales a ˆ! jk ). Estas soluciones se derivan de la teoría de la familia
exponencial estándar (Clyde & George 1999).

4.2.2. Algoritmo propuesto: Wavelet shrinkage bayesiano basado en PL

En esta investigación, se presenta un enfoque innovador para la contracción (shrinkage) de los
coe�cientes wavelet contaminados de ruido aditivo. El algoritmo se basa en la metodología
de aprendizaje de partículas (PL) con actualización de parámetros mediante métodos bayesia-
nos. Los resultados obtenidos se utilizan para actualizar secuencialmente los estimadores EM
(ecuaciones (4-5) y (4-6)), los que a su vez actualizan el marco secuencial PL. Este proceso se
repite sucesivamente cubriendo todos los niveles de resolución de los coe�cientes wavelet.

Este nuevo enfoque utiliza la estructura algorítmica propuesta por Donnet & Samson (2011),
la cual se basa en el algoritmo SAEM-PMCMC visto en la sección 2.2.3. Sin embargo, se rea-
lizan modi�caciones conceptuales y teóricas en el procedimiento, las cuales se presentan a
continuación.

En el enfoque propuesto, BayeShrinkPL, se dispone de la forma cerrada de los estimadores de
máxima verosimilitud (MV) (Ecuaciones 4-5 y 4-6), por lo tanto, no es necesario ajustar una
aproximación estocástica sobre los estimadores. En este sentido, el enfoque propuesto se limita
a encontrar el valor de los parámetros EM que permiten alcanzar el mejor ajuste de la serie
reconstruida.

Por otro lado, en lugar de trabajar con un algoritmo PMCMC para la estimación de la variable
latente y los parámetros, se implementa la técnica PL con el mismo propósito. El algoritmo
PL extiende los métodos SMC para estimar conjuntamente estados y parámetros en sistemas
dinámicos (Lopes & Tsay 2011). Además, Carvalho et al. (2010) demostraron que el PL supera
a las alternativas existentes PF y es un competidor viable del PMCMC.

Dado que PL en este nuevo enfoque se lleva a cabo en el espacio wavelet, debe considerarse
que la secuencia de valores observados no se organizan en función del tiempo, sino que se es-
tructuran considerando los niveles de resoluciónj y de traslaciónk de la transformada wavelet.

Además, como se mencionó en el capítulo 2, los métodos secuenciales de aprendizaje de par-
tículas requieren un conjunto de estadísticos su�cientes para representar la distribución pos-
terior de p

�
� j d̂ j ,k

�
. En este caso se de�ne,� = f � 0, � g, donde � 0 = f � 2g y � = f � j , � 2

j g. Se
realiza esta separación porque� 0 afecta globalmente todos los coe�cientes wavelet, mientras
que � depende del nivel de resolución j .
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Esta es la razón fundamental para adoptar la estructura algorítmica propuesta por Donnet &
Samson (2011), su enfoque secuencial permite estimar los parámetros en dos fases interde-
pendientes. En la primera fase se realiza la actualización de los estimadores EM de máxima
verosimilitud (Ecuaciones 4-5 y 4-6). Con la actualización de la estimación de estos paráme-
tros, en la segunda fase se procede a integrar esta información en el algoritmo PL para estimar
la variable latente d j ,k y la varianza del ruido � 2. Este procedimiento se iteraM veces hasta
encontrar los valores que maximicen el valor de� j y � 2

j . En nuestro enfoqueM es una variable
que cumple dos propósitos. Primero, permite actualizar el algoritmo hasta alcanzar un nivel de
ajuste deseado al tiempo que regula la exigencia computacional del algoritmo. La estructura
general se establece de la siguiente manera:

Seaf yi g
T
i= 1 = f y1, y2, . . . , yTg un conjunto de observaciones de tamañoT = 2J, contaminadas

con ruido aditivo de acuerdo con la ecuación (3-18). Al aplicar la TW, se obtienen los coe�cien-
tes wavelet:d̂ j ,k = d j ,k + d� j ,k

, donde d̂ j ,k son los coe�cientes wavelet observados o empíricos
(contaminados por ruido), d j ,k corresponde a los coe�cientes wavelet teóricos (libres de rui-
do) y d" j ,k

son los coe�cientes wavelet asociados al ruido aditivo. A continuación, se describe
el proceso iterativo por el cual el enfoque propuesto, BayeShrinkPL, se propone estimar los
coe�cientes wavelet d j ,k para la reconstrucción de la serie libre de ruido.

A partir de lo anterior se plantea el algoritmo Bayeshrink (EM-PL). En la primera fase se pre-
senta se implementa la estimación de los estimadores MV en una estructura EM. En la segunda
fase, mediante un algoritmo PL, se estima la variable latente y la varianza del ruido:

1. Fase 1:
Con las estimaciones MV de� j y � j se desarrolla el algoritmo EM y se actualiza el si-
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Estadísticos su�cientes:

�
� 2j d̂ j ,k, d j ,k

�
� IG(a� + 1, b� + 1) (4-7)

a� + 1 = a� + 1=2, b� + 1 = b� + 1=2
�
d̂ j ,k � d j ,k

� 2

siendo IG una distribución Gamma Inversa con parámetros de forma y escalaa y b
respectivamente.

3. Actualice los estimadores EM,�̂ m+ 1 = f �̂ 2 (m+ 1)
j , �̂ (m+ 1)

j g.

Debido a que la varianza del ruido se encuentra ligada a todos los coe�cientes wavelet, es fac-
tible su estimación en la misma fase PL que la variable latente. En este sentido, debido a que la
distribución del ruido conserva la misma estructura en el dominio del tiempo y en el dominio
wavelet y que la varianza también es la misma (ecuación 4-3), es posible utilizar la estructura
de Carvalho et al. (2010), en un modelo dinámico de primer orden para la estimación de la
varianza del ruido: p

�
� 2jst + 1

�
� IG(at , bt ), donde el vector de estadísticos su�cientesst + 1 es

actualizado recursivamente porat = at + 1
2 y bt + 1 = bt + ( yt � x t )

2

2 . En este contexto, la variable
observada YT representa los coe�cientes wavelet empíricos (̂d jk ) y la variable latente x t los
coe�cientes wavelet libres de ruido ( d jk ).

A partir de lo anterior, se establece que el proceso planteado de eliminación de ruidoBayeSh-
rinkPL se encuentra en función del procedimiento que proponemos, EM-PL, y se asocia al
esquema del algoritmo 6:

Algoritmo 6 enfoque propuesto: BayeShrinkPL (EM-PL)
1: Iteración 0:

1: Se establecen valores iniciales � (0)
j = f � (0)

0 , . . . , � (0)
J� 1g, � 2 � , � 2 � . Para cada

j = 0, . . . , (J � 1) en k =
�
2 j , 2 j+ 1 � 1

�
se obtiene en m = 1, �̂ (1) = f � 2 (1)

j ,k , � (1)
j ,kg.

2: Se generan N partículas iniciales de �̂ 0(0) = � 2 � IG(a0, b0) y de ! (0)
j ,k .

2: Iteración m = 2, . . . , M .

1: Para cada j = 0, . . . , (J � 1) en k =
�
2 j , 2 j+ 1 � 1

�

1: Se inicializa el algoritmo PL con los valores �̂ (0) = f �̂ 0(0) , �̂ (0)g y
! (0)

j ,k .
2: Se generan i = 1, . . . , N partículas y se hace:

1: Se propaga d j ,k a partir de d( i )
j ,k � p

€
d j ,k j d̂ j ,k, ! ( i )

j ,k

Š
.

2: Se genera el vector de pesos w( i ) / p
€
d̂ j ,k j d( i )

j ,k, � 2 (i )
Š
.

3: Se actualizan los estadísticos suficientes a� + 1 y b� + 1 y se
aplica aprendizaje de parámetros con � 0(i ) � p

�
� 2 j d̂ j ,k, d j ,k

�
.

3: Actualice los estadísticos EM �̂ m+ 1 = f �̂ 2 (m+ 1)
j , �̂ (m+ 1)

j g .
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4.3. Implementación del enfoque propuesto BayeShrinkPL

En esta sección se evalúa el desempeño de la propuestashrinkage bayesiana basada en un
esquema de aprendizaje de partículas (BayeShrinkPL). Se compara con cinco competidores
convencionalesthresholdingtales como, Universal (UNIV), False Discovery Rate (FDR), Cross
Validation (CV), Stein unbiased risk estimator (SURE), y el criterio bayesiano BayesThresh
(BAY).

Para validar los resultados, se utilizan las siguientes cuatro señales de prueba, comúnmente
usadas en la literatura y propuestas por Donoho & Johnstone (1994).Blocks, esta función
presenta saltos abruptos, representando una señal con discontinuidades.Bumps, consiste en
una función con picos agudos que simula una señal con transiciones rápidas.HeaviSine, se
trata de una función sinusoidal amortiguada que representa una señal con componentes de baja
frecuencia. Doppler , esta función modela oscilaciones de frecuencia variable que representa
una señal con componentes de alta frecuencia (Figura4-1).

Figura 4-1 : Señales de prueba (a) Blocks, (b) Bumps, (c) HeaviSine, (d) Doppler.

Adicionalmente, se simula una serie de tiempo (TS), que puede representar los precios de un
activo �nanciero. Esto con el objetivo de evaluar el desempeño de los métodos de eliminación
de ruido en observaciones que tienen un error aleatorio intrínseco (Figura4-2).
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Figura 4-2 : Señal de prueba, simulación de una serie de tiempo con error aleatorio (TS).

La siguiente estructura corresponde a la simulación deT = 210 observaciones de un modelo
de volatilidad estocástica para retornos �nancieros, que incluye un componente de tendencia
(modelo de precio a partir de retornos lognormales):

yt = exp( x t=2) " t , " t � N (0,1) (4-8)

x t = � 0.00645 + 0.98x t � 1 + � t , � t � N
�
0, 0.152

�
, (4-9)

yt , corresponde al retorno del activo �nanciero, x t representa el proceso latente de volatilidad
logarítmica en el tiempo t . Este proceso sigue una trayectoria autorregresiva de orden 1, AR(1),
(ecuación 4-9). Luego, se agrega un componente de tendencia:

TSt = yt + TSt � 1, con TS0 = 3333.69.

TS simula el precio del activo �nanciero en el tiempo t , sumando el retorno a su valor previo,
modelando así una trayectoria de precios acumulativos.TS0 es el precio inicial �jado arbitra-
riamente para de�nir el punto de partida de la serie de precios.

Los parámetros,� , � y � 2, controlan el nivel medio del proceso, la persistencia de la volatilidad
y la varianza de la volatilidad latente, respectivamente. Estos son de uso común en la literatura
de volatilidad estocástica.� = 0.98, que se encuentra cercano a 1 y que corresponde a su valor
límite, asegura una alta persistencia en la volatilidad latente; es decir, que los períodos de alta
o baja volatilidad tienden a mantenerse o prolongarse en el tiempo.� 2 = 0.152, es un valor
relativamente bajo, y mantiene cambios moderados en la volatilidad para que no se presenten
cambios abruptos en el tiempo.

La comparación del ajuste entre la señal reconstruida a partir de los diferentes métodosshrin-
kage(señal libre de ruido) y la serie original se realiza utilizando la raíz del error cuadrático
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medio (RMSE) y la relación señal-ruido (RSR):

RMSE=

v
u
t 1

N

NX

i= 1

�
f ( xi ) � f̂ ( xi )

� 2
, RSR= 10 log10

P N
i= 1 ( f ( xi ))

2

P N
i= 1

�
f ( xi ) � f̂ ( xi )

� 2 ,

donde f̂ ( xi ) representa la señal reconstruida libre de ruido aditivo y f ( xi ) corresponde a la
señal original. Las medidas de ajuste indican que, cuanto mayor es RSR y/ o menor es el RMSE,
menor es la distancia entre las dos señales, lo cual sugiere un buen rendimiento del método
en la eliminación de ruido He & He (2019).

Los resultados se presentan en tres partes. En la primera, se realiza el contraste a nivel de
ajuste entre los diferentes métodos convencionalesthresholdy el método shrinkagepropuesto
utilizando todas las señales de prueba. En la segunda parte, se analiza la distribución del RMSE
para todas las señales, considerando diferentes niveles de ruido aditivo agregado. Finalmente,
la tercera parte estudia el comportamiento del enfoque propuesto BayeShrinkPL al variar los
parámetros del proceso secuencial en la serie de tiempo simulada y se compara su grado de
ajuste.

Se usa la sigla SNR para representar la cantidad de ruido agregado arti�cialmente a las señales
de prueba, siguiendo la estructura de la ecuación (3-18):

ei � N (0, sf=SNR) (4-10)

donde ei es el ruido aditivo incorporado a la señal original, asumido como una variable aleato-
ria distribuida normalmente i.i.d. La varianza deei se de�ne como la razón entre la desviación
estándar muestral de la señal original,sf , y el nivel SNR que representa la desviación estándar
del ruido agregado. Un valor bajo de SNR indica que la varianza del ruido es alta en compara-
ción con la variabilidad de la señal. En las Figuras4-3 a 4-5 se muestran las señales de prueba
con distintos niveles de ruido aditivo.

Para calibrar adecuadamente la aproximación del modelo propuesto, se requieren dos pará-
metros. El primero es el número de pasos iterativosm, que se determina para asegurar una
convergencia adecuada de los estimadores MV,� 2

j y � j . De acuerdo con el algoritmo 6, el mí-
nimo número de pasos necesarios para obtener las estimaciones MV, dado un número �jo de
partículas N esm = 2. Desde una perspectiva teórica, incrementarm tiende a mejorar el ajuste
del modelo, ya que cada iteración puede ser interpretada como una repetición del experimento
con estimadores MV más precisos, en la cual, debido a la naturaleza dinámica y de corrección
de error del modelo, se produce un aprendizaje implícito que permite una adaptación progre-
siva a la señal original.
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Figura 4-3 : Señales de prueba con SNR= 7. (a) Blocks, (b) Bumps, (c) HeaviSine, (d) Doppler.

Figura 4-4 : Señales de prueba con SNR= 2. (a) Blocks, (b) Bumps, (c) HeaviSine, (d) Doppler.
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Figura 4-5 : Señal de prueba TS con (a) SNR= 7, (b) SNR = 2.

Además, m también cumple con la función de regular la exigencia computacional asociada
al proceso de estimación. En el esquema propuesto, y con el propósito de evaluar el método
BayeShrinkPL, frente a métodos convencionales de eliminación de ruido, se ha optado por un
escenario de baja complejidad computacional. Para ello, se �ja un número de pasosm = 3 en
los experimentos correspondientes a la primera parte.

El segundo parámetro de calibración corresponde al número de partículasN en el proceso PL,
empleado para aproximar la estimación de la varianza del ruido � 2 y la variable latente co-
rrespondiente a los coe�cientes de la transformada wavelet libres de ruido d jk . En este caso
se �ja un número relativamente bajo de partículas, N = 200. Esta elección es viable porque,
en la fase previa del algoritmo, se calculan los parámetros� j y � 2

j , los cuales se mantienen
constantes en la fase PL. Este efecto reduce la complejidad dimensional del sistema latente,
facilitando la e�ciencia del muestreo en PL.

De acuerdo con los estudios de Elvira et al. (2017) y Carvalho et al. (2010), un número modera-
do de partículas puede ser su�ciente para alcanzar una convergencia efectiva de los parámetros
y la variable latente, particularmente cuando el espacio latente está parcialmente simpli�cado
o la dimensión efectiva se reduce por condiciones previas del modelo.

Resultados parte 1: Contraste de ajuste entre los métodos de eliminación de ruido

Para evaluar la capacidad que tiene cada método de eliminar la mayor cantidad de ruido en
una señal, se agregan tres niveles de contaminación a las señales de prueba SNR= 3,6, 9. La
metodología consiste en los siguientes pasos:

1. Se aplica la transformada wavelet mas adecuada a las señales de prueba. Es decir, se
transforma el conjunto de datos en el dominio wavelet. (Ej. Daubechies con 1 momento
de desvanecimiento para Blocks y Bumps, Daubechies con 4 momentos de desvaneci-
miento en HeaviSine, Doppler y TS).
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2. Aplicar el método de compresión (Shrinkageo Thresholding) en los coe�cientes wavelets
obtenidos en la transformada.

3. Aplicar la transformada wavelet inversa (TWI) con los coe�cientes de los coe�cientes
comprimidos, es decir transformar los coe�cientes comprimidos al dominio de las obser-
vaciones mediante el algoritmo piramidal inverso desarrollado por Mallat (1989).

4. Medir el grado de ajuste entre la serie de observaciones original y la serie reconstruida
con los coe�cientes wavelet comprimidos.

En esta sección, se presenta el análisis grá�co para las señales de prueba, así como los indicado-
res RMSE y RSR, para medir grado de ajuste y en consecuencia, la cantidad de ruido eliminado
por cada uno de los métodos en evaluación.

Señal de prueba Blocks

La Figura 4-6 presenta la señalBlocks con tres niveles de ruido SNR. El éxito del método
de eliminación de ruido consiste en que, una vez la señal sea reconstruida, esta tenga un
comportamiento similar al observado en la Figura4-1 panel (a).

Figura 4-6 : Señal Blocks con niveles de ruido aditivo, (a) SNR= 3, (b) SNR = 6, (c) SNR = 9.

En las Figuras4-7, 4-8 y 4-9, se presenta el ajuste grá�co de la señalBlocks reconstruida.
En estas se ha eliminado el ruido aditivo utilizando los métodosthreshold competidores y el
enfoque propuesto BayeShrinkPL. De acuerdo con los resultados observados, visualmente se
observa que los métodos que tienden a eliminar una mayor cantidad de ruido son: Universal,
FDR (falsa tasa de descubrimiento) y BayeShrinkPL (enfoque propuesto).

Además, el análisis grá�co también sugiere que entre menor es SNR en la señalBlocks (SNR=
9), todos los métodos competidores tienden a eliminar este ruido arti�cial de una forma más
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efectiva. Mientras que cuando la cantidad de ruido aditivo es mayor (SNR= 3), los métodos
BayeThresh, SURE y CV (validación cruzada) pueden mostrar un menor nivel de ajuste. Esto
se puede intuir con la cantidad de ruido exógeno residual que se observa en estos métodos en
la Figura 4-7.

Comparado visualmente con la escala de la señal original (Figura4-1 panel (a)), el enfoque
thresholdUniversal presenta un grado de suavización excesivamente alto. La tabla4-1 con�r-
ma este comportamiento al evidenciar los menores niveles de ajuste. En las medidas RMSE y
RSR de todos los métodos de eliminación de ruido en la señalBlocks, se observa que el mé-
todo propuesto, BayeShrinkPL, es el que presenta un mejor nivel de ajuste respecto a la señal
original para todos los niveles SNR considerados.

Así mismo, en la tabla4-1 se observa que para la señalBlocks, entre los métodos competido-
res, Universal y FDR son los que eliminan una menor cantidad de ruido aditivo. A partir de
las Figuras4-7, 4-8 y 4-9, se observa que los métodos conservan la tendencia general de las
observaciones originales, pero su grado de suavizamiento es muy alto. Esto sugiere que los
métodos threshold Universal y FDR pueden estar eliminando información de los coe�cientes
wavelet que aportan en la reconstrucción de la señal.

Tabla 4-1: Medidas de ajuste para la señal Blocks libre de ruido

Método
SNR= 3 SNR= 6 SNR= 9

RMSE RSR RMSE RSR RMSE RSR
Universal 1.786910 14.055376 1.145254 17.919398 0.702230 22.167838

SURE 1.078323 18.442457 0.549052 24.305157 0.383838 27.414472
FDR 1.757451 14.199766 0.909501 19.921367 0.589340 23.690111
CV 1.021661 18.911296 0.595112 23.605453 0.482056 25.435489

BayesThresh 1.526926 15.421071 0.837534 20.637378 0.516418 24.837396
BayeShrinkPL 0.844841 20.561935 0.320795 28.972889 0.213006 32.529614

Señal de prueba Bumps

A continuación, se presenta el análisis para la señalBumps. Esta señal se caracteriza por un
conjunto de observaciones con saltos y transiciones rápidas y exhibe un comportamiento si-
milar a series que presentan cambios de nivel transitorios. En la Figura4-10, se muestra su
comportamiento para niveles de ruido aditivo, SNR= 3,6 y 9, respectivamente. La efectividad
de los métodos de eliminación de ruido competidores se evalúa comparando la distancia entre
la serie resultante y la señal original presentada en la Figura4-1 panel (b).
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Figura 4-7 : Señal Blocks libre de ruido con SNR= 3, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL.

Figura 4-8 : Señal Blocks libre de ruido con SNR= 6, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL.
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Figura 4-9 : Señal Blocks libre de ruido con SNR= 9, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL.

La Tabla 4-2 muestra las medidas de ajuste para la señalBumps libre de ruido, comparan-
do el desempeño del enfoque propuesto, BayeShrinkPL, con otros métodos competidores para
SNR= 3, 6 y 9. Los resultados evidencian que BayeShrinkPL ofrece un grado de ajuste superior
en todos los escenarios evaluados, tanto en términos del RMSE como de RSR.

En particular, BayeShrinkPL logra los valores más bajos de RMSE y los valores más altos de RSR
en cada nivel de ruido aditivo (SNR). Por ejemplo, para SNR= 3, BayeShrinkPL alcanza un
RMSE= 1.219 y una RSR= 15.501, superando signi�cativamente a los métodos competidores
como SURE (RMSE= 1.570, RSR= 13.302) y CV (RMSE= 1.506, RSR= 13.657). A medi-
da que el nivel de ruido disminuye (es decir, SNR aumenta), el desempeño de BayeShrinkPL
se mantiene consistentemente superior. Para SNR= 9, BayeShrinkPL logra un nivel mínimo
RMSE= 0.397 y una RSR máxima de 25.241.

Aunque los métodos CV y SURE presentan un desempeño aceptable en términos generales, SU-
RE muestra una tendencia a mejorar conforme disminuye el ruido aditivo (mayor SNR). Sin
embargo, ambos quedan por debajo del ajuste logrado por BayeShrinkPL en todos los casos
analizados. Por otro lado, los métodos BayesThresh y FDR presentan desajustes signi�cativos
respecto a la señal original en todos los niveles de ruido evaluados, lo que limita su efectividad.

El análisis grá�co para la señal Bumps presentado en las Figuras4-11, 4-12 y 4-13 con�rma
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Figura 4-10 : Señal Bumps con niveles de ruido aditivo, (a) SNR= 3, (b) SNR = 6, (c) SNR = 9.

Tabla 4-2: Medidas de ajuste para la señal Bumps libre de ruido

Método
SNR= 3 SNR= 6 SNR= 9

RMSE RSR RMSE RSR RMSE RSR
Universal 2.854885 8.109847 1.624847 13.005373 1.150363 16.004919

SURE 1.434546 14.087332 0.787248 19.299386 0.529141 22.750193
FDR 2.378533 9.695435 1.397845 14.312438 0.940476 17.754668
CV 1.569127 13.308457 1.067898 16.651021 0.920664 17.939596

BayesThresh 3.386961 6.625416 2.101080 10.772768 1.741079 12.405248
BayeShrinkPL 1.312722 14.858167 0.614201 21.455406 0.432137 24.509188

los resultados obtenidos en la Tabla4-2. En todos los niveles de ruido aditivo considerados
(SNR = 3,6, 9), el enfoque propuesto BayeShrinkPL reconstruye el comportamiento de la se-
ñal original de manera más precisa (Figura4-1, panel (b)), en comparación con los métodos
competidores.

A medida que el nivel de ruido aditivo disminuye (SNR = 6 a SNR= 9), BayeShrinkPL con-
tinúa mostrando un desempeño superior. Para el mínimo nivel de ruido aditivo, SNR= 9,
el comportamiento de la señal reconstruida por BayeShrinkPL, es muy similar al de la señal
original, evidenciando la capacidad del método propuesto para conservar el comportamiento
característico de la serieBumps. Visualmente, aunque los métodos de eliminación de ruido
como Universal y FDR pueden presentar un comportamiento similar al de la señal original, el
grado de suavización aplicado es excesivo y presenta desajustes signi�cativos según lo que se
evidenció en el RMSE y el RSR. Ver Tabla4-2.
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Figura 4-11 : Señal Bumps libre de ruido con SNR= 3, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL.

Figura 4-12 : Señal Bumps libre de ruido con SNR= 6, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL.
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Figura 4-13 : Señal Bumps libre de ruido con SNR= 9, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL.

Señal de prueba HeaviSine

La Figura4-14 presenta la señal de pruebaHeaviSine con tres niveles de ruido aditivo, SNR=
3, 6 y 9 respectivamente. Esta señal se caracteriza por tener un comportamiento sinusoidal
combinado con componentes de baja frecuencia, como algunas discontinuidades.

La Tabla4-3 presenta las medidas de ajuste para la señalHeaviSine para los niveles de ruido
aditivo, SNR = 3,6 y 9. También en este caso, el método propuesto, BayeShrinkPL, muestra
ser el más efectivo en términos de eliminación de ruido. Este método logra los valores más
bajos del RMSE y los valores más altos RSR, lo que indica un ajuste más preciso respecto a la
señal original.

Tabla 4-3: Medidas de ajuste para la señal HeaviSine libre de ruido

Método
SNR= 3 SNR= 6 SNR= 9

RMSE RSR RMSE RSR RMSE RSR
Universal 1.506934 13.670077 0.952336 17.656154 0.735680 19.898176

SURE 1.004490 17.193044 0.662612 20.806775 0.497846 23.290063
FDR 1.339983 14.689974 0.880796 18.334454 0.680051 20.581134
CV 1.031345 16.963885 0.658097 20.866168 0.458703 24.001323

BayesThresh 0.952376 17.655792 0.513745 23.017010 0.398123 25.231608
BayeShrinkPL 0.723172 20.047132 0.453029 24.109442 0.350909 26.328073
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Figura 4-14 : Señal HeaviSine con niveles de ruido aditivo, (a) SNR= 3, (b) SNR = 6, (c) SNR = 9.

En segundo lugar, el método threshold Bayesiano, BayesThresh, también ofrece un buen de-
sempeño, aunque inferior al de BayeShrinkPL, especialmente para niveles altos y moderados
de ruido (SNR = 3 y SNR= 6). Por otro lado, el método Universal es el menos e�ciente, mos-
trando los valores más altos de RMSE y los más bajos de RSR para todos los niveles de ruido
evaluados. Este patrón se mantiene generalizado para todos los métodos y niveles de ruido.

El análisis grá�co de la señal HeaviSine se presenta en las Figuras4-15 a 4-17, correspon-
dientes a los niveles de ruido aditivo SNR= 3, 6 y 9, respectivamente. Según las grá�cas, el
ajuste logrado por los métodos competidores varía según el nivel de ruido. En el escenario de
mayor contaminación, SNR= 3, la señal reconstruida tiende a desviarse signi�cativamente de
la señal original (Figura 4-1, panel (c)).

Visualmente, los métodos que logran una mayor similitud con la señal original son el enfo-
que propuesto, BayeShrinkPL, seguido por BayeThresh y SURE. Esta tendencia se acentúa a
medida que disminuye el nivel de ruido aditivo. En este contexto, para SNR= 9, los métodos
BayeShrinkPL y BayeThresh preservan en mayor medida los rasgos característicos de la señal
HeaviSine. El método SURE también muestra un buen desempeño visual , aunque tiende a
suavizar en mayor medida las transiciones abruptas.

En contraste, los métodos Universal y FDR tienden a sobresuavizar la señal, deformando la
estructura original. Estos métodos muestran un desempeño inferior en términos visuales y de
ajuste, especialmente en comparación con los enfoques bayesianos. El análisis visual de las
Figuras y las medidas de ajuste presentadas en la Tabla4-3 muestran que el método de eli-
minación de ruido propuesto, BayeShrinkPL es el que presenta un mejor desempeño para la
reconstrucción de la señalHeaviSine.
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Figura 4-15 : Señal HeaviSine libre de ruido con SNR= 3, (a) Universal, (b) SURE, (c) FDR,
(d) CV, (e) BayesThresh, (f) BayeShrinkPL

Figura 4-16 : Señal HeaviSine libre de ruido con SNR= 6, (a) Universal, (b) SURE, (c) FDR,
(d) CV, (e) BayesThresh, (f) BayeShrinkPL
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Figura 4-17 : Señal HeaviSine libre de ruido con SNR= 9, (a) Universal, (b) SURE, (c) FDR,
(d) CV, (e) BayesThresh, (f) BayeShrinkPL

Para una mejor aproximación de la naturaleza sinusoidal de la señalHeaviSine, se requiere
una TW con mayor simetría y continuidad. En este sentido, se implementa la TW Daubechies
con 4 momentos de desvanecimiento. Los resultados obtenidos con esta transformación se ob-
servan en la Tabla4-4 y en las Figuras de la4-18 a la 4-20.

Las Figuras4-18, 4-19 y 4-20 muestran una mejora visual en el ajuste de la señal reconstruida
respecto a los datos originales. Los métodos bayesianos de eliminación de ruido, Bayesthresh y
BayeShrinkPL continúan ofreciendo un desempeño superior en términos de ajuste. Sin embar-
go, cuando el ruido aditivo es alto (SNR= 3), los métodos en general tienden a sobresuavizar

Tabla 4-4: Medidas de ajuste para la señal HeaviSine libre de ruido (TW Daubechies con 4 momentos
de desvanecimiento).

Método
SNR= 3 SNR= 6 SNR= 9

RMSE RSR RMSE RSR RMSE RSR
Universal 0.847190 18.672343 0.630876 21.233076 0.468561 23.816641

SURE 0.900378 18.143465 0.624992 21.314471 0.288992 28.014231
FDR 0.944692 17.726155 0.622021 21.355865 0.387186 25.473568
CV 0.693308 20.413437 0.465474 23.874051 0.314340 27.283962

BayesThresh 0.564588 22.197320 0.393370 25.335944 0.300664 27.670338
BayeShrinkPL 0.406508 25.050584 0.317731 27.190770 0.228816 30.042250
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Figura 4-18 : Señal HeaviSine libre de ruido con SNR= 3, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL (TW Daubechies con 4 momentos de desvanecimiento)

Figura 4-19 : Señal HeaviSine libre de ruido con SNR= 6, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL (TW Daubechies con 4 momentos de desvanecimiento)
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Figura 4-20 : Señal HeaviSine libre de ruido con SNR= 9, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL (TW Daubechies con 4 momentos de desvanecimiento)

los saltos y las discontinuidades inherentes al proceso.

Señal de prueba Doppler

En la Figura 4-21 se presenta la señal de pruebaDoppler con los niveles de ruido aditivo
SNR= 3, 6,9. Esta señal presenta oscilaciones de frecuencia variable, representando compo-
nentes de alta frecuencia concentrados en la región inicial del dominio temporal. Debido a
su comportamiento “suave”, sin discontinuidades o saltos, se aplica una transformada wavelet
Daubechies con 4 momentos de desvanecimiento para capturar adecuadamente sus caracterís-
ticas oscilatorias.

En la Tabla 4-5, se presenta el grado de ajuste de la señalDoppler reconstruida utilizando
diferentes métodos competidores de eliminación de ruido. Los resultados muestran que el en-
foque propuesto, BayeShrinkPL, logra el mejor desempeño en todos los niveles SNR= 3, 6 y 9,
seguido por el método BayesThresh. En contraste, los métodos Universal y FDR presentan un
ajuste inferior, especialmente en condiciones de alto ruido (SNR= 3).

Para el menor nivel de ruido aditivo SNR= 9, el método BayeShrinkPL logra la menor distancia
entre la señal reconstruida y la señal original en comparación con todos los métodosthreshold
competidores, alcanzando un RMSE= 0.349218 y una RSR= 26.169137. BayeThresh tam-
bién muestra un buen desempeño con un RMSE= 0.360042 y una RSR= 25.904001, aunque
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Figura 4-21 : Señal Doppler con niveles de ruido aditivo, (a) SNR= 3, (b) SNR = 6, (c) SNR = 9.

Tabla 4-5: Medidas de ajuste para la señal Doppler libre de ruido

Método
SNR= 3 SNR= 6 SNR= 9

RMSE RSR RMSE RSR RMSE RSR
Universal 1.561979 13.157566 0.956321 17.418999 0.755566 19.465621

SURE 1.173170 15.643849 0.620505 21.176160 0.404915 24.883787
FDR 1.481180 13.618915 0.869155 18.249128 0.638160 20.932478
CV 1.142915 15.870795 0.570226 21.910128 0.438993 24.181927

BayesThresh 0.933446 17.629284 0.539680 22.388352 0.360042 25.904001
BayeShrinkPL 0.838334 18.562732 0.484758 23.320572 0.349218 26.169137

Figura 4-22 : Señal Doppler libre de ruido con SNR= 3, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL
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Figura 4-23 : Señal Doppler libre de ruido con SNR= 6, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL

ligeramente inferior al enfoque propuesto. Lo anterior se con�rma en la Figura 4-24, donde se
observa que el ajuste es muy preciso en todos los métodos de eliminación de ruido, sobre todo
con los enfoques mencionados, BayesThresh y BayeShrinkPL.

El análisis grá�co de la señal Doppler reconstruida a partir de los coe�cientes wavelet libre
de ruido (Figuras 4-22, 4-23 y 4-24) con�rma lo evidenciado en la Tabla 4-5. Para SNR= 3,
donde el ruido aditivo es más alto, los métodos Universal y FDR tienden a deformar la aparien-
cia de la señal original (Figura 4-1, panel (d)), perdiendo detalles en las oscilaciones iniciales
y suavizando excesivamente las regiones �nales. Por otro lado, el método SURE presenta un
comportamiento visualmente aceptable en las primeras regiones del dominio temporal; sin
embargo, hacia el �nal deja residuos de ruido que alteran su precisión.

Los métodos BayesThresh y BayeShrinkPL también muestran un comportamiento inicial algo
errático para SNR = 3, pero logran conservar una mayor estabilidad general a lo largo del
dominio temporal. A medida que disminuye el nivel de ruido aditivo (SNR = 6, 9), se observa
un mejor ajuste de las series reconstruidas. En particular, el enfoque propuesto, BayeShrinkPL,
se destaca por su capacidad para preservar las oscilaciones iniciales y las transiciones suaves
hacia el �nal del dominio temporal, logrando un ajuste superior.
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Figura 4-24 : Señal Doppler libre de ruido con SNR= 9, (a) Universal, (b) SURE, (c) FDR, (d)
CV, (e) BayesThresh, (f) BayeShrinkPL

Señal de prueba TS

La última señal evaluada corresponde a la simulación de una serie de tiempo (TS), la cual pre-
senta un error aleatorio inherente a su comportamiento. Este error, que forma parte intrínseca
de la señal, debe ser capturado y preservado durante el proceso de eliminación de ruido para
no perder información relevante en el proceso de estimación de los modelos subyacentes.

Hasta el momento se han analizado señales cuya forma original no se encuentra condicionada
a la existencia de un error aleatorio implícito. En las series de tiempo cuyo proceso generador
se encuentra determinado por errores latentes, la eliminación del ruido aditivo puede conlle-
var a suprimir componentes que caracterizan la serie, si no se distingue adecuadamente entre
el ruido aditivo externo y el error aleatorio inherente al proceso generador de la serie. En la
Figura 4-25, se presenta la señalTScon tres niveles de ruido aditivo, SNR= 3, 6 y 9. Esta señal
combina un patrón temporal subyacente con un componente de ruido aditivo.

En la Tabla 4-6 se observa que el método propuesto, BayeShrinkPL, continúa mostrando las
mejores medidas de ajuste en comparación con los métodos threshold competidores para la
señal TS. En términos generales, presenta un menor RMSE y un mayor RSR para todos los
niveles de ruido, SNR= 3, 6 y 9.

Sin embargo, al analizar la Figura4-26 y la Tabla 4-6 para el nivel de ruido aditivo SNR = 3,
se observa que la señalTS reconstruida, si bien sigue la tendencia general de la señal original
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Figura 4-25 : Señal TS con niveles de ruido aditivo, (a) SNR= 3, (b) SNR = 6, (c) SNR = 9.

Tabla 4-6: Medidas de ajuste para la señal TS libre de ruido

Método
SNR= 3 SNR= 6 SNR= 9

RMSE RSR RMSE RSR RMSE RSR
Universal 3.760621 59.002878 2.690083 61.912755 2.171669 63.772196

SURE 2.839693 61.442641 1.873863 65.053313 1.416821 67.481768
FDR 3.889868 58.709370 2.498047 62.556056 1.960834 64.659252
CV 2.801542 61.560127 1.597307 66.440302 1.305530 68.192330

BayesThresh 2.585783 62.256226 1.638927 66.216876 1.445932 67.305112
BayeShrinkPL 2.194812 63.680120 1.467440 67.176861 1.162415 69.200843

mostrada en la Figura4-2, presenta un ajuste visualmente menos satisfactorio. Esto se debe a
que, con este nivel de ruido, todos los métodos tienden a eliminar una parte signi�cativa del
componente aleatorio natural presente en la señal. En este caso, las medidas de ajuste RMSE
y RSR no re�ejan completamente la calidad de la reconstrucción, ya que se penaliza la elimi-
nación del componente aleatorio inherente a la señal.

Para los niveles de ruido aditivo más bajos, SNR= 6 y 9, se aprecia que las series reconstruidas
a partir de los métodos bayesianos BayesThresh y BayeShrinkPL presentan una similitud más
marcada en comparación con la serie de precios original observada en la Figura4-2. Esto se
veri�ca tanto en las medidas de ajuste de la Tabla 4-6 como visualmente en las Figuras4-
27 y 4-28. En particular, BayeShrinkPL logra capturar la estructura temporal de la señalTS,
preservando las �uctuaciones aleatorias que representan la variabilidad inherente al proceso.
En contraste, otros métodos como Universal y FDR tienden a suavizar excesivamente la serie,
perdiendo información importante sobre la estructura dinámica de la señal.



4.3 Implementación del enfoque propuesto BayeShrinkPL 77

Figura 4-26 : Señal TS libre de ruido con SNR= 3, (a) Universal, (b) SURE, (c) FDR, (d) CV,
(e) BayesThresh, (f) BayeShrinkPL

Resultados parte 2: Distribución de la medida de ajuste RMSE en los métodos de elimi-
nación de ruido

En general para todos los casos, la señal reconstruida con el método propuesto de eliminación
de ruido, BayeShrinkPL, presenta un mejor ajuste en comparación con los demás métodosth-
resholdcompetidores. Sin embargo, dado que el ruido aditivo es generado aleatoriamente a las
diferentes señales de prueba, se realizó un análisis de la distribución del RMSE, tomando un
total de N = 1000 réplicas para cada señal y para cada nivel de ruido aditivo con SNR= 3, 6,9.

Tabla 4-7: Medidas descriptivas para 1000 réplicas del RMSE para la señalBlocks

Universal SURE FDR CV BayesThresh BayeShrinkPL

SNR= 3
media 1.8997733 1.1126783 1.6760433 1.1024360 1.5589790 1.0594341

mediana 1.8991831 1.1076921 1.6762843 1.1034993 1.5600222 1.0191116
desv.est. 0.0896509 0.0617438 0.1025428 0.0603376 0.0454987 0.1642252

SNR= 6
media 1.0603533 0.5732110 0.9040968 0.5981404 0.8038253 0.3959667

mediana 1.0573872 0.5722126 0.8977488 0.5971067 0.8079500 0.3947848
desv.est. 0.0593224 0.0340339 0.0657705 0.0334959 0.0490692 0.0325859

SNR= 9
media 0.7253514 0.3854255 0.6191863 0.4553790 0.5066912 0.2452162

mediana 0.7252876 0.3858532 0.6121145 0.4548162 0.5039007 0.2449533
desv.est 0.0400171 0.0230967 0.0556224 0.0270326 0.0296914 0.0212070

De acuerdo con lo observado en la Tabla4-7 y en la Figura 4-29, en la señal de pruebaBlocks,



78 4 Wavelet Shrinkage bayesiano basado en un �ltro de aprendizaje de partículas

Figura 4-27 : Señal TS libre de ruido con SNR= 6, (a) Universal, (b) SURE, (c) FDR, (d) CV,
(e) BayesThresh, (f) BayeShrinkPL

Figura 4-28 : Señal TS libre de ruido con SNR= 9, (a) Universal, (b) SURE, (c) FDR, (d) CV,
(e) BayesThresh, (f) BayeShrinkPL



4.3 Implementación del enfoque propuesto BayeShrinkPL 79

Figura 4-29 : Diagrama de cajas RMSE para la señalBlocks, (a) SNR = 3, (b) SNR = 6, (c) SNR = 9.

el enfoque propuesto de eliminación de ruido, BayeShrinkPL, es el que presenta un menor ni-
vel medio de RMSE y menor variabilidad para cualquier nivel de ruido aditivo excepto para
SNR = 3 donde el nivel de variabilidad es alto. Cuando el nivel de ruido aditivo es medio
o bajo (SNR= 6,9), BayeShrinkPL muestra resultados signi�cativamente superiores frente a
los métodos competidores. Se puede a�rmar entonces que el enfoque propuesto BayeShrinkPL
tiende a ser robusto frente al nivel de ruido aditivo, ya que mantiene niveles bajos tanto en
el nivel medio como en la variabilidad de la distribución del RMSE respecto a los métodos
threhold competidores.

Figura 4-30 : Diagrama de cajas RMSE para la señalBumps, (a) SNR = 3, (b) SNR = 6, (c) SNR = 9.

La Tabla 4-8 y la Figura 4-30 muestran el comportamiento del ajuste para la señal de prueba
Bumps. En general, se observa que el enfoque propuesto de eliminación de ruido, BayeSh-
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Tabla 4-8: Medidas descriptivas para 1000 réplicas del RMSE para la señalBumps

Universal SURE FDR CV BayesThresh BayeShrinkPL

SNR= 3
media 2.8451140 1.4853131 2.3734352 1.5624526 3.2571606 1.2988609

mediana 2.8464186 1.4817600 2.3771776 1.5624136 3.2557440 1.2833547
desv.est. 0.1253175 0.0769132 0.1230604 0.0709295 0.0624520 0.0966760

SNR= 6
media 1.6954551 0.7956994 1.3582838 1.0534447 2.1428678 0.6330898

mediana 1.6971407 0.7950203 1.3545173 1.0502871 2.1302137 0.6323716
desv.est. 0.0797849 0.0407289 0.0753507 0.0535578 0.1508268 0.0300593

SNR= 9
media 1.2181503 0.5491888 0.9549756 0.9578276 1.7238837 0.4294469

mediana 1.2181469 0.5477890 0.9560723 0.9511074 1.7166531 0.4295216
desv.est. 0.0572423 0.0282141 0.0496794 0.0468818 0.0858769 0.0196194

rinkPL, presenta el desempeño más preciso al exhibir los menores niveles medios de error
(RMSE) y la menor variabilidad entre los métodos competidores en los tres niveles de SNR
analizados. El método SURE también muestra un buen grado de ajuste y baja variabilidad en
el comportamiento del RMSE. Además, a medida que disminuye el nivel de ruido aditivo en
la señal SNR= 6, 9, el RMSE tiende a ser más preciso, lo que indica que para bajos niveles de
SNR, el método BayeShrinkPL es más e�ciente para identi�car y eliminar dicho ruido en esta
señal. Este resultado se observa más claramente en la Figura4-30.

Cabe anotar que los resultados del ajuste en el proceso de reconstrucción de las señalesBlocks
y Bumps tienden a ser similares, puede ser debido a la naturaleza discontinua y con saltos que
presentan ambas señales.

Figura 4-31 : Diagrama de cajas RMSE para la señalHeaviSine, (a) SNR = 3, (b) SNR = 6, (c) SNR = 9.

El comportamiento del ajuste de la señalHeaviSine se analiza de manera descriptiva en la
Tabla 4-9 y de forma grá�ca en la Figura 4-31. Esta señal, que se caracteriza por un compor-
tamiento continuo con un pequeño salto hacia el �nal de su ciclo temporal, concuerda con lo
expuesto en el resultado particular de la primera parte. Los métodos de eliminación de ruido



4.3 Implementación del enfoque propuesto BayeShrinkPL 81

Tabla 4-9: Medidas descriptivas para 1000 réplicas del RMSE para la señalHeaviSine

Universal SURE FDR CV BayesThresh BayeShrinkPL

SNR= 3
media 1.4759361 1.0638684 1.4147822 1.0386280 0.8630424 0.7960162

mediana 1.4728937 1.0638364 1.4078388 1.0390912 0.8729320 0.7937831
desv.est. 0.0661237 0.0541180 0.0970857 0.0461438 0.0632886 0.0454298

SNR= 6
media 1.0091672 0.6474086 0.9024303 0.6273448 0.5404513 0.5285607

mediana 1.0104508 0.6443182 0.9029960 0.6272763 0.5400517 0.5286330
desv.est. 0.0417071 0.0328130 0.0442585 0.0234541 0.0305401 0.0272181

SNR= 9
media 0.7741855 0.4830340 0.6735773 0.4616768 0.4282998 0.4199322

mediana 0.7750924 0.4819719 0.6727894 0.4607630 0.4274152 0.4207322
desv.est. 0.0312692 0.0241246 0.0327055 0.0156730 0.0173681 0.0187945

bayesianos, BayesThresh y el enfoque propuesto BayeShrinkPL, destacan por presentar los me-
jores resultados en términos distribucionales del ajuste. En particular, BayeShrinkPL muestra el
menor RMSE promedio y en general, la menor dispersión en todos los niveles de ruido aditivo
(SNR= 3,6, 9), lo que lo con�gura como el método más con�able en el proceso de eliminación
de ruido en esta señal.

De acuerdo con la Tabla4-9, para SNR = 3, BayeShrinkPL logra un RMSE promedio de
0.7960162 con una desviación estándar de 0.0454298, valores signi�cativamente inferiores
a los obtenidos por otros métodos como Universal y FDR. Este patrón se mantiene para los ni-
veles SNR= 6 y 9). La Figura 4-31 refuerza estos resultados al mostrar diagramas de caja que
evidencian cómo BayeShrinkPL tiene distribuciones más compactas y centradas hacia valores
bajos del RMSE en todos los niveles de SNR.

Figura 4-32 : Diagrama de cajas RMSE para la señalDoppler , (a) SNR = 3, (b) SNR = 6, (c) SNR = 9

El comportamiento de la distribución del RMSE para la señal de pruebaDoppler se observa
en la Figura 4-32 y en la Tabla 4-10. Su comportamiento es similar al presentado por la señal
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Tabla 4-10 : Medidas descriptivas para 1000 réplicas del RMSE para la señalDoppler

Universal SURE FDR CV BayesThresh BayeShrinkPL

SNR= 3
media 1.6456054 1.0709931 1.5099787 1.0511625 0.9671888 0.9195806

mediana 1.6464150 1.0695465 1.5106181 1.0509257 0.9611008 0.9083878
desv.est. 0.0806557 0.0592930 0.0859998 0.0539074 0.0626999 0.0674390

SNR= 6
media 1.0102858 0.6057869 0.8897070 0.6006116 0.5079985 0.4981449

mediana 1.0106323 0.6048337 0.8894072 0.6008143 0.5087328 0.4960374
desv.est. 0.0473454 0.0312314 0.0503566 0.0288054 0.0308261 0.0318232

SNR= 9
media 0.7496376 0.4300529 0.6447548 0.4423185 0.3649494 0.3586493

mediana 0.7510321 0.4299163 0.6439417 0.4420321 0.3644912 0.3585750
desv.est. 0.0350318 0.0214551 0.0367948 0.0205402 0.0209240 0.0180072

HeaviSine, esto se debe a que ambas series presentan un comportamiento sinusoidal y “suave”,
sin saltos o discontinuidades marcadas. Debido a esta similitud en su estructura, los métodos
bayesianos, BayesThresh y el enfoque propuesto BayeShrinkPL, exhiben los mejores resultados
en términos del nivel medio de ajuste y la variabilidad en la distribución del RMSE.

En general, para la señalDoppler , el enfoque propuesto de eliminación de ruido BayeShrinkPL
presenta el mejor rendimiento en todos los niveles de SNR. Esto se evidencia en la menor media
y mediana del RMSE, así como en la menor desviación estándar, indicando un error promedio
más bajo y una mayor estabilidad en el rendimiento. Este comportamiento se con�rma en la
Figura 4-32, donde las cajas para este enfoque presentan un nivel más bajo y presentan un
rango más estrecho para todos los niveles de ruido aditivo.

Figura 4-33 : Diagrama de cajas RMSE para la señalTS, (a) SNR = 3, (b) SNR = 6, (c) SNR = 9

En lo referente a la serie de tiempoTS, que presenta un error aleatorio inherente ligado a
su estructura, los resultados se analizan en la Tabla4-11 y la Figura 4-33, la conclusión es
similar a lo establecido con las demás señales de prueba. Es decir, en términos generales el
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Tabla 4-11 : Medidas descriptivas para 1000 réplicas del RMSE para la señalTS

Universal SURE FDR CV BayesThresh BayeShrinkPL

SNR= 3
media 4.2012786 2.8635537 3.8856549 2.7838136 2.5510507 2.6402001

mediana 4.2055962 2.8551466 3.8886563 2.7821916 2.5417794 2.6213879
desv.est. 0.1883887 0.1444934 0.2138146 0.1172341 0.1443826 0.1636930

SNR= 6
media 2.7818824 1.8149805 2.4751286 1.7228420 1.6737236 1.5255884

mediana 2.7828258 1.8114195 2.4712618 1.7212906 1.6715722 1.5183671
desv.est. 0.1041972 0.0911213 0.1190746 0.0602904 0.0706773 0.0729620

SNR= 9
media 2.2170097 1.4298628 1.9508383 1.3164804 1.4293681 1.2191320

mediana 2.2158231 1.4255629 1.9481238 1.3152505 1.4264344 1.2187250
desv.est. 0.0783239 0.0698394 0.0822932 0.0397721 0.0450630 0.0374235

enfoque propuesto BayeShrinkPL, presenta el mejor ajuste promedio RMSE y la menor desvia-
ción estándar en su distribución. Sin embargo, cuando el nivel de ruido aditivo es alto (es decir
SNR= 3), los resultados obtenidos con el método BayeShrinkPL son comparables a los de los
métodos thresholdCV y BayesThresh, ya que todos presentan niveles bajos tanto en la media
como en la variabilidad de la raíz del error cuadrático (RMSE).

A medida que el ruido disminuye (SNR = 6,9), BayeShrinkPL comienza a diferenciarse de
los métodos threshold, mostrando un RMSE promedio inferior en comparación con CV y Ba-
yesThresh. La desviación estándar también disminuye y es menor que la de todos los métodos
competidores. Los diagramas de caja en la Figura4-33 complementan los resultados numéri-
cos. Se observa que, para SNR= 3, los diagramas de caja de BayeShrinkPL, BayesThresh, CV y
SURE son similares en tamaño y posición; a medida que el ruido disminuye (SNR= 6, 9), los
diagramas de caja de BayesThresh y BayeShrinkPL, se ubican por debajo de los demás méto-
dos, lo que indica un ajuste superior para estos niveles de ruido aditivo.

Los resultados generales del ajuste en esta segunda parte, son consistentes con lo observado en
los análisis individuales realizados en la primera. Excluyendo el método propuesto de elimina-
ción de ruido BayeShrinkPL que presenta los mejores resultados en todas las señales y niveles
SNR, mientras que métodosthreshold, como SURE y CV tienden a funcionar mejor en seña-
les que presentan saltos o discontinuidades, comoBlocks y Bumps, el método BayesThresh
muestra un desempeño más limitado en estos casos, obteniendo valores de ajuste inferiores.
Por otro lado, cuando las señales presentan un comportamiento más “suave” como en los ca-
sosHeaviSine o Doppler , donde es necesaria una transformada wavelet más adecuada para
aproximar el conjunto de datos original, BayesThresh logra un ajuste más próximo a la señal
original, destacándose frente a otros métodos competidores.

Como se indicó, el enfoque propuesto para la eliminación de ruido, BayeShrinkPL, demuestra
ser robusto frente a cualquier tipo de señal evaluada en la presente investigación y para los
niveles de ruido aditivo SNR = 3,6 y 9. Este método muestra consistentemente los mejores
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resultados en términos de ajuste, alcanzando niveles medios más bajos de RMSE y menor va-
riabilidad en la distribución del mismo.

Adicionalmente, cuando se evalúa el conjunto de observaciones con un error aleatorio inhe-
rente a su comportamiento, TS, los métodos bayesianos BayesThresh y el enfoque propuesto
BayeShrinkPL obtienen resultados más precisos a nivel global en la distribución del RMSE. A
continuación, en el desarrollo de los resultados parte 3, se estudiará la capacidad del método
BayeShrinkPL para equilibrar la eliminación del ruido sin comprometer el componente aleato-
rio latente presente en la señalTS.

Resultados parte 3: Variación de los parámetros de la función BayeShrinkPL

Como se mencionó en el desarrollo del algoritmo BayeShrinkPL, existen dos parámetros que
permiten mejorar la precisión del ajuste de la serie libre de ruido reconstruida a partir de los
coe�cientes wavelet, considerando una transformada wavelet especí�ca (Ej. la transformada
de Daubechies con 1 momento de desvanecimiento o wavelet Haar).

El primer parámetro corresponde al número de partículas (N), y el segundo al número de repe-
ticiones (m) en el proceso de �ltrado. A medida que aumenta cualquiera de estos dos valores,
los errores asociados al ajuste de la serie libre de ruido tienden a reducirse. A continuación se
variarán estos parámetros y se analizará el ajuste de la señalTS libre de ruido en comparación
con la serie de datos originales.

En la Tabla 4-12 se presenta el comportamiento del RMSE para diferentes valores selecciona-
dos dem, que representan el número de repeticiones utilizadas en el análisis. Se observa que,
a medida que se incrementa el número de repeticionesm, el error de ajuste (RMSE) disminu-
ye de manera consistente en todos los niveles de ruido aditivo (SNR= 3, 6,9). Este resultado
re�eja que un mayor número de repeticiones contribuye a mejorar la precisión del ajuste al
reducir la variabilidad asociada al proceso de estimación. Además, se valida que, al pasar de
un nivel alto de ruido aditivo (SNR = 3) a un nivel más bajo (SNR= 9), el RMSE disminuye
signi�cativamente. Esto indica que la serie reconstruida libre de ruido aditivo tiende a ajustar-
se mejor a la serie de observaciones originales cuando el ruido agregado es menor.

En la Tabla 4-13, se observa un comportamiento similar al que se establece en relación con el
número de repeticionesm: a medida que aumenta el número de partículasN, el RMSE tiende
a disminuir, aunque esta disminución se vuelve menos pronunciada a medida queN se incre-
menta, es decir, la variación del RMSE es relativamente baja en comparación con un aumento
sustancial en el número de partículas, especialmente para valores altos deN.
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Tabla 4-12 : RMSE para una selección dem repeticiones, para niveles SNR= 3,6, 9 en la señalTS

m SNR= 3 SNR= 6 SNR= 9
3 2.345604 1.677468 1.368639
4 2.318736 1.657368 1.347727
5 2.310182 1.640257 1.336306
14 2.250829 1.572528 1.265586
15 2.244873 1.568419 1.262551
16 2.245692 1.564040 1.259517
70 2.194639 1.504990 1.211440
71 2.190398 1.501805 1.211564
72 2.191104 1.502839 1.208504

150 2.174660 1.498152 1.192205
300 2.179171 1.491375 1.181881
400 2.185198 1.492172 1.179881

Basándose en la señalTS y los resultados presentados en la Tabla4-13, se puede concluir que
no es necesario utilizar un número excesivamente alto de partículas para alcanzar un resultado
deseable en términos de ajuste. A partir de aproximadamenteN = 100 partículas, un aumento
en estas tiene un efecto marginal en la mejora del RMSE, lo que sugiere que es posible encon-
trar un equilibrio entre la precisión del ajuste y el costo computacional asociado al número de
partículas.

Tabla 4-13 : RMSE para una selección deN partículas, con niveles SNR= 3,6, 9 en la señalTS

N SNR= 3 SNR= 6 SNR= 9
10 2.279274 1.603599 1.306753
15 2.270116 1.585306 1.260832
30 2.213543 1.564619 1.266925

100 2.232975 1.552988 1.260134
300 2.243547 1.557530 1.259550
700 2.241355 1.561255 1.257273

1500 2.241848 1.561249 1.256458
2500 2.240284 1.558475 1.254191
3500 2.237279 1.556476 1.254263
6000 2.239110 1.559001 1.253392

Finalmente, se presenta el análisis sobre la señalTS y su respectivo ajuste después del proceso
de reconstrucción de la señal a partir de los coe�cientes wavelet libre de ruido usando cada
método thresholdcompetidor. Se toma un nivel de ruido aditivo SNR = 9, para el cual todas
las señales de prueba presentaron el mejor ajuste respecto a la señal original. Además, por la
naturaleza estocástica de la señalTS, no se asume un nivel de ruido exógeno alto debido al ries-
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Figura 4-34 : Señal TS original (línea negra) y TS con ruido aditivo SNR = 9 (línea azul)

go de eliminar información aleatoria en una etapa posterior de predicción. En la Figura4-34,
se muestra la señalTS(línea negra) junto con la serie TSque incluye ruido aditivo (línea azul).

En las Figuras4-35 y 4-36, la línea roja corresponde a la señalTS reconstruida a partir de los
coe�cientes wavelets seleccionados con los métodos (threshold), mientras que la línea negra
representa la serie original. Entre más cercanas se encuentren estas líneas entre sí, es mejor
el ajuste de la serie reconstruida a partir del método evaluado. La medida de ajuste RMSE se
muestra en el recuadro inferior de cada �gura. En este caso, los métodos CV y BayesThresh
son los que presentan el mejor ajuste.

Los paneles de la Figura4-37 ilustran el comportamiento de la señal TS libre de ruido aditi-
vo con el enfoque propuesto, BayeShrinkPL. Se observa que, a medida que se incrementa el
número de pasosm en la función, la distancia entre la señal TS simulada (línea negra) y la
señalTSreconstruida (línea naranja) disminuye. Esto se corrobora con la reducción del RMSE.

Las conclusiones obtenidas en la primera y segunda parte de los resultados demuestran que,
para un número de repeticionesm � 3 y utilizando un número relativamente pequeño de par-
tículas N = 200, el método de eliminación de ruido propuesto, BayeShrinkPL, presenta niveles
de ajuste superiores en comparación con los métodosthresholdcompetidores. Este comporta-
miento se sostiene consistentemente en las diferentes señales de prueba evaluadas, incluyendo
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Figura 4-35 : Ajuste de métodos Threshold a la señalTS, serie original (línea negra) y Threshold (línea roja),
(a) Universal, RMSE= 2.31073, (b) SURE, RMSE= 1.61848, (c) FDR, RMSE= 2.08143, (d) CV, RMSE= 1.4161

Figura 4-36 : Ajuste del método Threshold BayesThresh a la señalTS, serie original (línea negra) y el
Threshold BayesThresh (línea roja) con RMSE= 1.514157
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Figura 4-37 : Ajuste del enfoque propuesto, BayeShrinkPL en la señalTS. Serie original (línea negra) y el
shrinkage BayeShrinkPL (línea naranja) con: (a) m = 3, RMSE= 1.36951, (b) m = 20, RMSE= 1.250275, (a)
m = 90, RMSE= 1.207756, (d) m = 120, RMSE= 1.202998

aquellas con características diversas como discontinuidades abruptas (Blocks y Bumps), com-
portamientos suaves y sinusoidales (HeaviSine y Doppler ), y ( TS), que tiene componente
aleatorio inherente.

Este último componente es útil en la limpieza del ruido en series de tiempo económicas y �-
nancieras, las cuales por la naturaleza aleatoria de estos fenómenos generan información con
innovaciones estocásticas propias del proceso generador de observaciones, pero también debi-
do a externalidades generan ruido aditivo (He & He 2019).

En el capítulo 6, se estima un modelo de volatilidad estocástica para una serie de retornos
�nancieros, utilizando un PF. El enfoque propuesto, BayeShrinkPL, se implementa dentro del
algoritmo con el objetivo de reducir el ruido presente en las partículas y dirigirlas hacia regiones
de mayor verosimilitud, lo que permite lograr una mayor precisión en el proceso de estimación
de la volatilidad.



Capítulo 5

Volatilidad estocástica y �ltro de
partículas basado en empujes

En este capítulo se introduce el modelo de volatilidad estocástica. Se describen los principales
parámetros y su relación con la inferencia bayesiana. Además, se desarrolla el concepto de
volatilidad estocástica basada en empujes. Finalmente, se expone y se mejora la versión de un
�ltro de partículas basado en wavelets que se usará en el desarrollo del modelo de volatilidad
estocástica basado en wavelets en los capítulos posteriores.

Retornos y hechos estilizados

Como una primera aproximación al modelamiento de la volatilidad estocástica (SV) en acti-
vos �nancieros, Clark (1973) planteó el concepto de movimiento browniano cambiante en el
tiempo (emphtime-changed) como aproximación al modelamiento de los precios logarítmicos
(log-precios) P dado por:

Pt = B� t
t � 0,

donde B corresponde a un movimiento browniano, t representa el tiempo medido de forma
continua y � es el cambio de tiempo (time-change), que se de�ne como un proceso no negativo
con una trayectoria muestral no decreciente. Debido a queB y � son procesos independientes,
los precios no son predecibles y presentan un comportamiento de caminata aleatoria.

El retorno simple, r t , del precio de un activo �nanciero se de�ne como:

r t =
Pt

Pt � 1

� 1 =
Pt � Pt � 1

Pt � 1

,

pero en la literatura �nanciera se usa comúnmente su transformación logarítmica,

yt = log (r t + 1) = log (Pt ) � log (Pt � 1) .
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Las series de retornos de activos �nancieros presentan regularidades empíricas sin importar el
contexto o el tipo de activo �nanciero que se conocen como hechos estilizados. A continuación
se presentan los más comunes (Cont 2001):

1. Ausencia de autocorrelaciones: Las autocorrelaciones (lineales) de los retornos de un
activo �nanciero no son signi�cativas, excepto para escalas de tiempo intradiarias muy
pequeñas (� 20 minutos) para los cuales se debe tener en cuenta los efectos en medidas
de alta frecuencia.

2. Colas pesadas: La distribución (no condicional) de los retornos parece mostrar colas
pesadas. Esto implica una mayor probabilidad de obtener valores extremos.

3. Pérdida / Ganancia de asimetría: Se observan caídas muy pronunciadas en los precios
de las acciones y así mismo en los índices, pero los movimientos de ascenso en los precios
no tienen una pendiente menor. Variables �nancieras como las tasas de cambio presentan
una alta simetría luego esta propiedad no es aplicable.

4. Normalidad agregada: Conforme aumenta la escala de tiempo en los retornos (mensual,
trimestral, anual), la distribución de los retornos tiende a la función Normal. La forma
de la distribución no es la misma para las diferentes escalas.

5. Volatilidad agrupada: Diferentes medidas de volatilidad muestran una autocorrelación
positiva durante varios días, lo que cuanti�ca el hecho de que los eventos de alta volati-
lidad tienden a agruparse en el tiempo.

6. Colas pesadas condicionales: Después de corregir la volatilidad agrupada en los retor-
nos, los residuales del modelo estimado presentan colas pesadas. Sin embargo son menos
pesadas que la distribución no condicional de los retornos.

7. Decaimiento lento de la autocorrelación en los retornos simples: Los rezagos de la
función de autocorrelación de los retornos simples decaen lentamente. Este comporta-
miento es asociado comúnmente a procesos de memoria larga.

8. Efecto leverage o apalancamiento: La mayoría de las medidas de volatilidad de un
activo �nanciero se correlacionan de manera negativa con los retornos del activo.

Modelo de volatilidad estocástica

Hull & White (1987) abordaron el problema de la determinación del precio de una opción eu-
ropea, evaluándola a partir de cinco variables: el precio subyacente del activo en cada instante
del tiempo t , el período de vigencia de la opción, el precio de negociación, la tasa de interés
libre de riesgo y la volatilidad. De todos estos factores que in�uyen en el precio de la opción, la
volatilidad es el único componente que no se observa directamente en los datos del mercado
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y se considera el principal indicador del comportamiento futuro del valor de la opción (Reyes
2018).

Una primera aproximación al modelamiento de la volatilidad fue realizada por Engle (1982)
a través de los modelos ARCH (Autoregressive conditional heteroskedasticity) y su generaliza-
ción GARCH. Estos modelos permiten estimar de forma directa la varianza condicional de los
retornos dada la información anterior observada. Estos modelos surgieron como respuesta a
la necesidad de capturar la naturaleza no constante de la volatilidad en las series temporales
�nancieras, que como se observa en los hechos estilizados, presentan períodos de alta y baja
volatilidad.

Una segunda aproximación es el enfoque SV en la cual la estimación de la distribución pre-
dictiva de los retornos, se especi�ca indirectamente a través de la estructura del modelo. Este
enfoque presenta ventajas inherentes en el proceso de predicción, dado que la estimación de
los parámetros del modelo se realiza en tiempo continuo, modelando directamente la volatili-
dad de los precios de los activos (Shepard 2005).

La parametrización más usada para la representación del modelo de volatilidad estocástica es:

yt = exp(ht=2) " t , (5-1)

ht = � + � ht � 1 + � t , (5-2)

donde yt denota el retorno del activo �nanciero, " t y � t son variables aleatoriasi.i.d. con
N (0,1) y N

�
0, � 2

�
respectivamente,� representa una constante de reversión a la media del

proceso, el elementoht es un proceso latente autorregresivo de orden 1 y el parámetro� re-
presenta la persistencia de la volatilidad.1

Una de las limitaciones importantes de los modelos SV, es que la distribución de las observacio-
nes yt condicional al conjunto de información f Yt � 1g= ( yt , . . . , yt � 1)> no tiene representación
analítica. Esto implica que su función de verosimilitud es difícil de evaluar. Para abordar esta di-
�cultad, una manera de obtener la función de verosimilitud consiste en integrar la distribución
de probabilidad conjunta de la siguiente manera;

L (Yt ; � ) =

Z

p(Yt , ht ; � ) dht =

Z

p(Yt jht ; � ) p (ht ; � ) dht , (5-3)

donde Yt = ( y1, . . . , yt )
> es un vector de observaciones consecutivas,ht = ( h1, . . . , ht )

> es el

vector de volatilidades logarítmicas y � =
�
� , � , � 2

� >
es el vector de parámetros. La función

representada en la ecuación (5-3) es de dimensiónt y, dado que no tiene una solución cerrada,

1la volatilidad es persistente si los retornos presentes tienen un efecto signi�cativo en la varianza incondicional
de la serie de tiempo de muchos periodos en el futuro.
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se requiere el uso de métodos numéricos, lo que hace difícil la estimación de los parámetros a
través del mecanismo de máxima verosimilitud.

En el modelo SV, las observacionesy1, y2, . . . , yT se asumen condicionalmente independientes
y normalmente distribuidas dado el vector de volatilidades logarítmicas h1, h2, . . . , hT . Así, la
forma paramétrica del modelo puede expresarse como:

p( yt jht ) � N (0, exp(ht )) =
1

p
2�

exp

�

�
1
2

�

ht +
y2

t

eht

��

, (5-4)

p (ht jht � 1, � ) � N
�
� + � ht � 1, � 2

�
=

1
p

2�� 2
exp

•
�

1
2� 2

[ ht � � � � ht � 1] 2
‹

, (5-5)

con � =
�
� , � , � 2

�
, donde la distribución normal de yt es condicional a la volatilidad latente

ht en cada instante t .

5.1. Filtro de partículas basado en empujes (NuPF)

El �ltro de partículas basado en empujes (Nudged Particle Filter, NuPF) 2 incorpora un paso
adicional en el algoritmo después de muestrear las partículasf x̃ i

t g
N
i= 1 en t . Es decir el procedi-

miento se puede plantear de la siguiente manera:

p (x t � 1j y1:t � 1) !|{z}
muest reo

p(x t j x t � 1) !|{z}
empu je

p( x̃ t j x t � 1) !|{z}
ponderar

p( x̃ t j y1:t ) !|{z}
remuest reo

p(x t j y1:t ) .

El paso de empuje tiene la propiedad de enviar el subconjunto de partículasf x̃ i
t g

N
i= 1 hacia

regiones del espacio-estado donde la función de verosimilitudl ( x) = p( yt j x t ) toma valores
más altos. En el esquema NuPF propuesto por Akyildiz & Míguez (2020), las ponderaciones
! i

t / p
�

yt j x
i
t

�
se conservan como en el PF convencional.

Un operador de empuje integrado en el PF, denotado como� yt
t : X ! X, es una función asociada

a la verosimilitud l ( x), y satisface que,

8 x 2 X, x0 = � yt
t ( x) ) l

�
x0

�
� l ( x) .

Es decir, un operador de empuje incrementa la función de verosimilitud, asegurando que las
partículas se ajusten en regiones donde la probabilidad de observación es mayor. El algoritmo
7 presenta el procedimiento implementado por Akyildiz & Míguez (2020).

En términos formales, elnudgingpuede verse como aplicar una transformación a las partículas

2Notación usada en Akyildiz & Míguez (2020)
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muestreadas que suaviza la distribución empírica resultante, similar al efecto que tiene una
convolución con un kernel en métodos de estimación de densidades. De hecho, en la literatura
de PF, las técnicas de rejuvenecimiento a menudo se modelan explícitamente como pasos de
suavizado con kernels Li et al. (2014). El nudging actúa de forma más dirigida: no dispersa
estocásticamente todas las partículas, sino que empuja selectivamente aquellas con bajo peso
hacia zonas de mayor verosimilitud, lo cual introduce regularidad local en la distribución esti-
mada, análoga a la regularidad que otorga el suavizado kernel Akyildiz (2019).

Algoritmo 7 Filtro de partículas basado en empujes(Nudged Particle Filter, NuPF)

1: Inicialización: Extraiga las partículas f x i
0gN

i= 1 a partir de la
distribución a priori p0.

2: Para t = 1, . . . , n.
3: Muestreo: Extraiga f x i

t g
N
i= 1 � q ( x t j x t � 1) independientemente para cada i =

1, . . . , N.
4: Empuje (Nudging): Escoja un conjunto de índices I t � [ N] y calcule

x̃ i
t = � yt

t

�
x̄ i

t

�
para cada i 2 I t . Conservex̃ i

t = x̄ i
t para cadai 2 [ N] n I t .

5: Ponderación: Calcule los pesos ! i
t / p

�
yt j x̃

i
t

�
para cada i = 1, . . . , N.

6: Remuestreo: Extraiga x i
t a partir de

P
i ! i

t � x̃ i
t

independientemente para
cada i = 1, . . . , N.

Akyildiz & Míguez (2020) proponen tres enfoques para construir operadores de empuje en
�ltro de partículas. El empuje por gradiente realiza ajustes deterministas mediante x̃ i

t =
x̄ i

t + 
 t Ï x t
l t

�
x̄ i

t

�
donde 
 t > 0 es el tamaño del paso yÏ x l t ( x) es el gradiente de la ve-

rosimilitud. El empuje aleatorio , utiliza una búsqueda estocástica conx̃ i
t = x̄ i

t + � t donde
� t � N (0, � ), aceptando la nueva partícula solo si mejora la función de verosimilitud, lo que
permite explorar el espacio de estados y evitar máximos locales. Por último, elempuje por mo-
delo especí�co aprovecha información particular del problema, como en el rastreo de objetos,
donde la posición observada se utiliza para generar empujes sobre la velocidad. Esta técnica es
ilustrada por Rui & Wang (2005), que emplean transformaciones wavelet para este propósito.

5.2. Filtro de partículas basado en wavelets (WPF)

Rui & Wang (2005) introdujeron la transformada wavelet en el algoritmo de �ltrado de par-
tículas, comparando el desempeño del algoritmo del �ltro de partículas basado en wavelets
(WPF) con el procedimiento PF convencional. A través de simulaciones sobre el problema de
rastreo de objetos, donde las variables de observación y estado representaban la posición y la
velocidad, respectivamente, concluyeron que el WPF exhibe una mayor precisión y presenta
una tasa de convergencia superior al PF tradicional. Sin embargo, también señalaron que la
aplicación de la TW implica un mayor costo computacional.
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En el proceso de estimación, asumieron que el ruido del sistema se distribuye normal y selec-
cionaron una función de importancia como distribución a priori. Posteriormente, las partículas
extraídas de la distribución a priori se descompusieron en diferentes niveles de resolución me-
diante la TW, obteniendo así los coe�cientes wavelet correspondientes a cada nivel de resolu-
ción j . A continuación, procedieron a �ltrar los coe�cientes de alta frecuencia que representan
el ruido y reconstruyeron la señal con los coe�cientes restantes. Entonces se obtuvieron las
partículas libres de ruido. Este procedimiento corresponde a la aplicación de las técnicas de
eliminación de ruido ( Shrinkagey Threshold) estudiadas en los capítulos 3 y 4.

Rui & Wang (2005) destacaron que, debido a la propiedad de eliminación de ruido de la TW,
las nuevas partículas obtenidas podrían exhibir una varianza menor en comparación con las
partículas generadas a partir de la distribución a priori inicial, lo que implica una distribución
con mayor grado de apuntamiento y, por consiguiente, una reducción en la varianza de los
pesos de importancia. Así mismo, observaron que el soporte de la distribución a priori y la
verosimilitud se superponen en gran medida después de aplicar la TW sobre las partículas del
proceso secuencial. Esto sugiere que el �ltro WPF puede desplazar partículas hacia la región
de alta verosimilitud, lo que resulta en un mejor rendimiento de �ltrado en comparación con
el algoritmo común de PF.

Algoritmo 8 Propuesta de versión mejorada del �ltro WPF

1: Inicialización, extraiga las partículas a partir de la distribución
a priori x ( i ) � p ( x) , i = 1, . . . , N.

2: Procese las partículas x i a través de la transformación wavelet

W x( i ) =
X

k2Z

â j0,k� j0,k ( t ) +
J� 1X

j= j0

X

k2Z

d̂ j ,k j ,k ( t )

y obtenga los coeficientes wavelets d̂ para cada nivel de resolución
j propuesto. Cada coeficiente representa una partícula en el espacio
wavelet.

3: Comprima los coeficientes wavelet,

d̂ = d + de , ˆW x( i ) = W x( i ) + We( i )

Obtenga los coeficientes libre de ruido d a partir de un método de
compresión.

4: Reconstruya el conjunto de partículas con los coeficientes wavelet
libre de ruido

x̃ ( i ) =
�
W x( i )

� � 1
.

5: Repita el algoritmo de filtrado de partículas.
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A pesar de que el WPF es un procedimiento útil para disminuir el ruido y la variabilidad de las
partículas en el algoritmo PF, Rui & Wang (2005) lo implementaron de forma experimental en
un contexto que involucra variables físicas que no presentan un componente de error aleatorio
inherente. Adicionalmente, el número de observaciones (n = 300) y el número de partículas
(N = 128) empleados son limitados, lo que restringe la generalización del procedimiento para
la estimación de modelos de series de tiempo, donde las variables exhiben un comportamiento
estocástico intrínseco.

Este contexto subraya la necesidad de validar y adaptar el enfoque del WPF antes de su imple-
mentación en entornos dinámicos más complejos, donde las propiedades estocásticas de los
datos son determinantes para lograr estimaciones precisas. El esquema expuesto en el Algo-
ritmo 8 constituye una reformulación teórica de elaboración propia del método WPF original
planteado por Rui & Wang (2005).

El fundamento teórico del procedimiento desarrollado por Rui & Wang (2005) se encuentra
en el trabajo de Akyildiz & Míguez (2020). Estos autores propusieron un esquema de mues-
treo integrado al algoritmo PF con el objetivo de optimizar su rendimiento, validado mediante
ejemplos numéricos. El método consiste en “empujar” o redirigir las partículas hacia regiones
especí�cas donde se espera una alta verosimilitud. Una ventaja signi�cativa de esta metodolo-
gía es su aplicabilidad a cualquier esquema PF, ya que no se requieren modi�caciones estruc-
turales en el algoritmo base.

Los autores demostraron analíticamente que cuando el PF incorpora este mecanismo de empu-
je, logra niveles de convergencia asintótica y tasas de error comparables con las de los métodos
convencionales.

En el contexto PF, un empuje (nudging), se re�ere a una transformación aplicada a las partí-
culas que las redirige hacia la ocurrencia más probable de las observaciones utilizando algún
mecanismo dependiente de estas. Este procedimiento se lleva a cabo después de la etapa de
muestreo en el proceso de �ltrado de partículas. Elnudging actúa como un mecanismo de co-
rrección posterior a la etapa de muestreo en el algoritmo PF, alineando las partículas con la
distribución de probabilidad de las observaciones Akyildiz & Míguez (2020).

La técnicanudging implementada por Akyildiz & Míguez (2020) tiene como objetivo aumentar
la verosimilitud de un subconjunto de partículas. Sin embargo, en comparación con el �ltro de
partículas (PF) convencional, este paso adicional en el algoritmo introduce un costo compu-
tacional signi�cativo. Esto se debe a que la implementación del empuje para generar muestras
requiere un aumento signi�cativo en los cálculos necesarios para obtener cada partícula. En la
siguiente sección se profundiza en los fundamentos teóricos de la técnicanudging y los meca-
nismos empleados por los autores para su integración en el �ltro de partículas.



Capítulo 6

Filtro de partículas basado en wavelets y
volatilidad estocástica

En este capítulo se presenta la propuesta para la estimación de un modelo de volatilidad es-
tocástica (SV) mediante un modelo de �ltro de partículas basado en wavelets. El método se
basa en incluir en el algoritmo de �ltrado de partículas (PF), un paso adicional denominado
“empuje”, el cual redirige las partículas hacia una región de mayor verosimilitud. Esto se hace
por medio de la propiedad de eliminación de ruido de la transformada wavelet (TW).

Primero se estima el modelo SV por medio de métodos de �ltrado de partículas convencio-
nales. Luego se utiliza el Filtro auxiliar de partículas (APF) cuando se asumen conocidos los
parámetros del modelo o el �ltro de partículas de Liu & West (LW) cuando se estiman los pará-
metros en el mismo ciclo secuencial. Estos resultados se comparan con los modelos de �ltrado
de partículas basados en wavelets.

Para desarrollar el modelo de �ltrado de partículas con empujes basado en la TW con pará-
metros conocidos (Nudged Particle Filter based Wavelet, NuWPF) o parámetros desconocidos
(Nudged Liu & West based Wavelet, NuWLW), se proponen dos alternativas. La primera se basa
en el método bayesiano de eliminación de ruido con enfoquethreshold(BayesThresh). La se-
gunda emplea el enfoque propuesto de eliminación de ruidoshrinkagebasado en aprendizaje
de partículas (BayeShrinkPL).

Con el propósito de evaluar el desempeño de los métodos propuestos, se realiza un estudio de
simulación que considera cuatro casos distintos de retornos �nancieros. El objetivo es examinar
la capacidad del ajuste de la estimación del modelo SV con los modelos NuWPF y NuWLW.
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6.1. Propuesta de dos �ltros de partículas basados en wave-

let, NuWPF y NuWLW

Antes de presentar los algoritmos propuestos de �ltrado de partículas basados en wavelets, se
de�ne el paso de empuje de partículas basado en wavelets, tomando como referencia el esque-
ma algorítmico de Akyildiz & Míguez (2020) y el Algoritmo 8. Como primera contribución de
esta investigación, se desarrolla un nuevo procedimiento (Algoritmo 9), que introduce un paso
de empuje orientado a la eliminación de ruido en el �ltro de partículas mediante la transfor-
mación wavelet. Este enfoque utiliza técnicas de compresión bayesianas, como BayeShrinkPL
y BayesThresh, que fueron presentadas y analizadas en los Capítulos 3 y 4, las cuales demos-
traron ser efectivas para la eliminación de ruido en una señal con componente estocástico.

Algoritmo 9 Empujes vía transformación wavelet (NuW)

1: Repita

2: Genere x̃ ( i )
t =

�
W x( i )

t

� � 1
. x̃ ( i )

t es la transformación wavelet inversa
después de aplicar el método shrinkage de eliminación de ruido.

3: Si l
€

x̃( i )
t

Š
> l

€
x( i )

t

Š
se acepta x̃( i )

t . De lo contrario, se conserva x̃( i )
t = x( i )

t .
4: Hasta que la partícula sea empujada.

En el Algoritmo 9, el procedimiento propuesto consiste en generar una partícula transformada
a partir de su estado original, utilizando la transformación wavelet inversa tras aplicar una
técnica de compresión bayesiana para eliminar el ruido presente en la partícula. Es decir, para
cada partícula x ( i )

t se obtiene una versión libre de ruido x̃ ( i )
t aplicando primero el método

shrinkage y luego reconstruyendo la señal sin ruido. El valor de la verosimilitudl ( x) se calcula
para ambas con�guraciones y, si la partícula transformada presenta una verosimilitud superior
a la original, se acepta la nueva versión; en caso contrario, se conserva la partícula previa.
Este proceso se repite para todas las partículas muestreadas en el algoritmo PF. En resumen,
el objetivo es fortalecer el proceso de �ltrado APF aplicando una etapa de depuración local a
cada partícula, el cual, posteriormente, se extiende a un esquema para la estimación de la SV.

6.1.1. Filtro auxiliar de partículas basado en empujes wavelet (NuWPF)

Los pasos de empuje se encuentran algorítmicamente separados de los pasos de muestreo y
ponderación dentro de los esquemas generales PF. Debido a esta separación, el paso de empuje
se puede implementar fácilmente dentro de cualquier metodología PF, incluso cuando se basan
en diferentes propuestas comoparticle learning (PL), Bootstrap particle �lter (BPF) o diversos
esquemas de ponderación.

Partiendo del procedimiento algorítmico de Akyildiz & Míguez (2020), esta investigación pro-
pone un esquema de empujes (nudging) basado en la transformación wavelet (NuW). Esto con
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el �n de mejorar el desempeño del APF propuesto por Pitt & Shepard (1999). Esta propuesta
integra los procedimientos descritos en los Algoritmos 1 (APF convencional) y 9 (empuje wa-
velet, NuW), dando lugar al NuWPF (Nudging Wavelet Particle Filter), que corresponde a un
APF con empujes basado en la TW. Su implementación completa se detalla en el Algoritmo 10.

Algoritmo 10 Propuesto NuWPF (APF con empujes basados en wavelets)

1: Remuestree
�

x̄ i
t � 1

	 N

i= 1
a partir de

�
x i

t � 1

	 N

i= 1
con pesos ! i

t / p
�

yt j g
�
x i

t � 1

��
.

2: Propague
�

x̄ i
t � 1

	 N

i= 1
a

�
x̄ i

t

	 N

i= 1
a través de p(x t j x̄ t � 1).

3: Para i= 1,. . . ,N

Â Genere x̃ i
t =

�
W x̄ i

t

� � 1
. x̃ i

t es TW inversa después de aplicar el método
shrinkage de eliminación de ruido.

Â Si l
�
x̃ i

t

�
> l

�
x̄ i

t

�
se acepta x̃ i

t . De lo contrario, se conserva x̃ i
t = x̄ i

t .

4: Hasta que la partícula sea empujada.

5: Remuestree
�

x i
t

	 N

i= 1
a partir de

�
x̃ i

t

	 N

i= 1
con pesos ! i

t /
p( yt j x̃

i
t )

p( yt j g( x̃ i
t � 1))

.

Los pasos 1, 2 y 5 cumplen la misma función que en el procedimiento APF del algoritmo 1. Por
otra parte, los pasos 3 y 4 son responsables de incorporar el algoritmo 9 dentro del marco APF,
lo que signi�ca que las partículas x̃ ( i )

t representan la �ltración obtenida mediante el proceso
de eliminación de ruido basado en métodos de compresión shrinkage de coe�cientes extraídos
de la TW.

Este enfoque tiene como objetivo mejorar la precisión y efectividad del APF, aprovechando las
propiedades de la TW para optimizar el proceso de muestreo de partículas. El paso de empuje
basado en la propiedad de eliminación de ruido de la TW se implementa buscando preservar
la tasa de convergencia del PF, para la variable endógena. Este procedimiento se fundamenta
en las propiedades de la TW determinadas por la relación de Parseval y la condición de escasez
abordadas en el capítulo 3, las cuales garantizan la convergencia adecuada de las partículas
en el proceso de �ltrado.

La relación de Parseval asegura que la energía de la señal original se conserva íntegramente en
sus coe�cientes wavelet, es decir, la energía o segundo momento de la función,

P
i f 2 ( t i ), es

igual a la suma de los cuadrados de los coe�cientes wavelets
P

j ,k d2
j,k. La TW no crea ni destru-

ye energía, simplemente la redistribuye en diferentes escalas y posiciones Boggess & Narcowich
(2009) 1. Simultáneamente, la condición de escasez implica que solo un subconjunto reducido
de coe�cientes wavelet, signi�cativamente distintos de cero, captura la información esencial
de la serie original, mientras que el resto puede considerarse ruido. Al concentrar la mayor

1por teorema 1.40 Boggess & Narcowich (2009) y condición de admisibilidad de la transformada wavelet.



6.1 Propuesta de dos �ltros de partículas basados en wavelet, NuWPF y NuWLW 99

parte de la energía en un pequeño número de coe�cientes, la TW facilita una representación
más e�ciente de la señal.

La incorporación de la reducción de ruido a través de la TW en la etapa posterior a la gene-
ración de partículas (nudging particles) permite disminuir la varianza de las partículas. A su
vez, la aplicación de la transformación inversa garantiza que estas permanezcan dentro del
mismo espacio paramétrico inicial. Este fenómeno ocurre porque el proceso de eliminación de
ruido basado en wavelets, implementado mediante empujes, implica de manera inherente un
suavizado controlado a lo largo de los distintos niveles de resolución de la TW aplicada a la
serie de partículas.

Implementación del Filtro NuWPF en el modelo de volatilidad estocástica

En primer lugar, se desarrolla el marco algorítmico del APF que incorpora un paso de empuje
basado en la TW, para la estimación del modelo SV bajo la hipótesis de que el vector de pará-
metros � =

�
� , � , � 2

�
es conocido.

En la implementación del paso de empuje, las partículas se comprimen con el método de elimi-
nación de ruido basado en la TW, utilizando los enfoques bayesianos analizados en el capítulo
3. Estos enfoques mostraron un mejor ajuste en conjuntos de datos con variaciones originadas
por errores estocásticos intrínsecos, como ocurre en los procesos de series de tiempo.

En términos generales, dado un conjunto de información disponibleYt = f y1, y2, . . . , yTg, un
�ltro de partículas aproxima la distribución posterior de la variable no observable (volatilidad),
p (ht jYt ), mediante un conjunto de partículas f h(1)

t , h(2)
t , . . . , h(N)g con probabilidades discretas

f ! (1)
t , ! (2)

t , . . . , ! (N)
t g. Esto se expresa como:

�
h( i )

t , ! ( i )
t

	 N

i= 1
� p (ht jYt ) ,

donde cada partícula h( i )
t representa una posible realización de la volatilidad, y ! ( i )

t su peso
asociado.

Tomando como referencia el algoritmo 10 (�ltro de partículas auxiliar con empujes basado
en wavelets, NuWPF) y las ecuaciones (5-4) y (5-5), el mecanismo para generar la distribu-
ción de la variable endógena,p (ht jYt ), que estima la volatilidad estocásticaht , se describe a
continuación:

1. Generación de partículas iniciales:

Â Extraiga N partículas a partir de la distribución a priori

h( i )
0 � N(m0, C0) para i = 1, 2, . . . , N,
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con pesos iniciales
! ( i )

0 = 1=N para i = 1, . . . , N.

2. Proceso iterativo para cada t = 1, . . . , T.

Â Extracción de índices auxiliares:
Para cada partículai , extraiga un índice k( l ) basado en los pesos actualizados para
l = 1,2, . . . , N:

k( l ) � p
�
k( l )

�
/ ! (k( l ) )

t � 1 p( yt j� ) .

Â Propagación de partículas:
Para cada partículal , se muestrea un nuevo estado a partir de la ecuación de tran-
sición:

h( l )
t � p

€
ht jh

(k( l ) )
t � 1 , �

Š
.

Â Empuje de partículas (Nudging step):

1. Transformación wavelet :
Para cada conjunto de partículash( l )

t , se aplica la transformación waveletW de
acuerdo con la familia wavelet  seleccionada:

Wh( l )
t =

X

k2Z

â j0,k� j0,k ( t ) +
J� 1X

j= j0

X

k2Z

d̂ j ,k j ,k ( t ) .

2. Eliminación de ruido bayesiana:
Aplique el método bayesiano de eliminación de ruido para contraer los coe�-
cientes wavelets al nivel de resoluciónj propuesto2.

d̂ = d + de.

Los coe�cientes wavelet libre de ruido d obtenidos se utilizan para la recons-
trucción de las partículas, las cuales, por de�nición, presentan menor variabi-
lidad que las partículas originales y tienen la propiedad de mover las observa-
ciones a regiones de mayor verosimilitud Rui & Wang (2005).

• Método 1: Algoritmo propuesto, Wavelet Shrinkage bayesiano basado en
el �ltro de aprendizaje de partículas ( BayeShrinkPL).

• Método 2: Thresholding bayesiano basada en wavelets (BayesThresh, Baye-
sian wavelet threshold) Abramovich et al. (1998)

3. Reconstrucción de partículas:
Reconstruya el conjunto de partículas con los coe�cientes wavelet libre de rui-

2El método bayesiano de eliminación de ruido otorga una mayor ponderación a los coe�cientes que conser-
van una mayor parte de la energía de la señal. Este enfoque se basa en el principio de escasez (sparse) de la
transformación wavelet el cual se abordó más ampliamente en el capítulo 3
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do:
h̃( l )

t =
�
Wh( l )

t

� � 1
,

donde
�
Wh( l )

t

� � 1
es la aplicación de la TW inversa con los coe�cientes libre de

ruido.

4. Criterio de aceptación:
Si l

�
h̃( l )

t

�
> l

�
h( l )

t

�
se aceptah̃( l )

t . De lo contrario, se conservãh( l )
t = h( l )

t . Aquí l
corresponde a la función de verosimilitud.

Â Actualización de pesos de importancia:
Para l = 1,2, . . . , N calcule las nuevas ponderaciones

! ( l )
t =

p
�

yt jh̃
( l )
t

�

p
€

yt jh
(k l )
t

Š.

3. Distribución posterior:
El conjunto conformado por f h̃i

t , ! i
t g

N
i= 1 representa la distribución posterior:

p (ht j y1:t ) �
NX

i= 1

! ( i )
t � h( i )

t
,

para cadat . N corresponde al número de partículas generadas y� denota la masa delta-
Dirac localizada enh.

4. Remuestreo.

6.1.2. Filtro de partículas de Liu & West basado en empujes wavelet (NuWLW)

En el capítulo 2 se de�nió que el propósito de un �ltro de partículas de Liu & West (2001) es
estimar la densidad de una variable latente y de sus parámetros en el mismo ciclo secuencial
de una estructura espacio-estado.

De manera similar al procedimiento NuWPF, en este caso se propone el algoritmo de �ltrado de
partículas con aprendizaje de parámetros de Liu & West con empujes basados en la transforma-
ción wavelet, NuWLW (Nudging Wavelet Liu & West). Para la elaboración del procedimiento,
se toma como referencia los algoritmos 2 (Filtro de Liu & West) y 9 (empuje wavelet, NuW).
En el Algoritmo 11 se describe el proceso detalladamente.

Donde los pasos 1, 2 y 5 cumplen la misma función en el procedimiento LW del algoritmo 2.
Los pasos adicionales 3 y 4 corresponden a la integración del algoritmo 9 dentro de LW, lo cual
implica que los valores x̃ ( i )

t corresponden a las partículas asociadas a la �ltración obtenidas
mediante el proceso de eliminación de ruido basado en los métodos de compresión shrinkage
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Algoritmo 11 NuWLW Propuesto (Liu & West con empujes basados en wavelets)

1: Remuestree
�

x̄ i
t � 1, �̄ t � 1

	 N
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a partir de
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x i
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x̄ i
t � 1

	 N
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t

	 N
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�
x t j x̄
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4: Hasta que la partícula sea empujada.
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i
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de coe�cientes derivados de la TW.

El objetivo del enfoque NuWLW es mejorar la precisión del �ltro de partículas de Liu & West
(LW). Similar al caso anterior, el algoritmo LW incorpora un paso de empuje (nudging) basado
en la eliminación de ruido mediante la transformada wavelet, con el �n de optimizar el pro-
ceso de muestreo de partículas. El pasonudging puede interpretarse como un mecanismo de
suavización (smoothing) que, aunque no utiliza explícitamente un kernel clásico, cumple una
función análoga: redistribuir las partículas para mejorar la cobertura de la densidad posterior,
reduciendo el sesgo de la muestra y mitigando el efecto degenerativo de la alta concentración
de probabilidad Akyildiz (2019).

En el contexto de los �ltros de partículas, el concepto de suavizamiento mediantekernel smoothing
ha sido formalizado como la aplicación de dos procedimientos complementarios sobre la po-
blación de partículas: shrinkage (contracción) y perturbación estocástica. Según explican El-
Dalahmeh et al. (2023) y Hu et al. (2016), la contracción busca acercar los valores de los
parámetros de las partículas a sus valores globales, mientras que la perturbación introduce
ruido controlado sobre los parámetros de las partículas para mantener la varianza deseada
en la población. Este proceso conjunto mejora la cobertura y diversidad de la distribución de
partículas, evitando la degeneración y el colapso de las mismas.

Por otro lado, Yen et al. (2010) indicó que el suavizamiento a través del kernel tradicional
puede ser reemplazado o complementado mediante técnicas de eliminación de ruido basadas
en la TW. En este enfoque, la TW actúa como un kernel adaptativo que no solo suaviza, sino
que también preserva la localización espacial y las principales características de la distribu-
ción aproximada de las partículas. Al actuar principalmente sobre los coe�cientes pequeños
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(asociados al ruido) y conservar los más signi�cativos, la TW reduce e�cazmente el ruido sin
distorsionar los momentos de la densidad.

Reis et al. (2019) señala que la eliminación de ruido a través de la TW aprovecha la detección
local de regularidades para preservar las características importantes de la señal y mantener la
estructura estadística. Esto implica la conservación de los momentos y una adaptación local
e�ciente en la reducción de ruido. Así mismo, en Mallat (2008) y Yen et al. (2010) se destaca
que la conservación de los momentos en la densidad estimada a través de wavelets es una con-
secuencia directa de la propiedad de sus momentos de desvanecimiento. Además, la relación
de Parseval garantiza que su segundo momento (o norma en L2) se conserva entre el dominio
original y el transformado, evitando pérdidas de información durante el proceso de �ltrado.
Esta propiedad se expresa mediante la igualdad:

X

i

f 2 ( t i ) =
X

j ,k

d2
j,k,

donde f ( t i ) representa la señal original yd j ,k sus coe�cientes wavelet.

Introducir la eliminación de ruido basada en la TW en el paso posterior al proceso generador de
partículas (nudging particles) permite, de manera análoga a los kernels, reintroducir diversidad
y reducir la varianza en la nube de partículas mediante un suavizado selectivo. En este proceso,
un paso de eliminación de ruido, selecciona y reposiciona las partículas según el contenido local
de la señal, adaptando dinámicamente el nivel de suavización en función del ruido estimado
con la ventaja de depender de la estructura intrínseca de los datos Akyildiz (2019) y Yen et al.
(2010).

Implementación del Filtro NuWLW en el modelo de volatilidad estocástica

En general, se sigue la misma estructura algorítmica que para la estimación de la SV con pa-
rámetros �jos. Para de�nir la actualización de los parámetros en el esquema PF se sigue la
ecuación (2-18)

p (ht , ht � 1, � t , � t � 1j yt , y1:t � 1) = p( yt jht � 1, � t � 1) p (ht � 1j� t � 1, y1:t � 1) p (� t � 1j y1:t � 1)
| {z }

1. Remuestreo

� p (ht jht � 1, � t , y1:t ) p (� t j� t � 1, y1:t ) .
| {z }

2. Propagación

En la de�nición de los hiperparámetros y las distribuciones a priori de los valores iniciales del
vector de parámetros� = f � , � , � 2g, se toman como referencia los trabajos realizados por Rios
& Lopes (2013), Lopes & Tsay (2011), Carvalho & Lopes (2007). En este sentido, la especi�-
cación del modelo de acuerdo con la distribución a priori de los valores de� se encuentran



104 6 Filtro de partículas basado en wavelets y volatilidad estocástica

determinados por: � � N
�
� 0, V�

�
, � � N

�
� 0, V�

�
y � 2 � IG

�
n0=2, n0� 2

0=2
�
.

De la misma forma que en el caso con parámetros �jos, el conjunto de información disponible
corresponde a los retornos, denotados porYt = f y1, y2, . . . , yTg. El objetivo con el �ltro Liu &
West, es la aproximación de la volatilidad a través de su distribución posterior,p (ht jYt ), por

medio de un conjunto de partículas
�
h( i )

t , ! ( i )
t , � ( i )

t

	 N

i= 1
� p (ht , � jYt ).

Partiendo del algoritmo 11 NuWLW y las ecuaciones (5-4) y (5-5), se propone el siguiente
procedimiento para generar la distribución posterior, p (ht , � jYt ), que estima la SV,ht , y sus
parámetros � = f � , � , � 2g:

1. Generación de partículas iniciales:

Â Extraiga N partículas, f (h0, � )( i ) , ! ( i )
0 gN

i= 1, a partir de las distribuciones a priori

h( i )
0 � N(m0, C0), � ( i )

0 � N
�
� 0, V�

�
,

� ( i )
0 � N

�
� 0, V�

�
, � 2 (i )

0 � IG
�

n0=2, n0� 2
0=2

�
,

para i = 1,2, . . . , N, con pesos iniciales

! ( i )
0 = 1=N para i = 1, . . . , N.

2. Proceso iterativo para cada t = 1, . . . , T.

Â Cálculo pesos de partículas:
Para i = 1, 2, . . . , N calcule:

m( i ) = a� ( i ) + ( 1 � a) �̄

g( i )
t = � ( i ) + � ( i )h( i )

t � 1

esto, como lo establecido a partir de la ecuación (2-17).

Â Extracción de índices auxiliares:
Para cada partículai , extraiga un índice k( l ) basado en los pesos actualizados para
l = 1,2, . . . , N:

k l � p
�
k( l )

�
/ ! (k( l ) )

t � 1 p
€

yt j g
(k( l ) )
t

Š
.

Â Actualización del vector de parámetros:
Actualice el vector de parámetros en función de los índices auxiliares:

� ( l )
t � N

€
m(k l )

t ,
�
1 � a2

�
Vt

Š
.
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Â Propagación de partículas:
Para cada partículal , se muestrea un nuevo estado a partir de la ecuación de tran-
sición:

h( l )
t � p

€
ht jh

(k l )
t � 1, � ( l )

t

Š
.

Â Empuje de partículas (Nudging step):

1. Aplique la transformación wavelet W a cada conjunto de partículash( l )
t , utili-

zando la familia wavelet  seleccionada.
�
Wh( l )

t

�

2. Utilice un método bayesiano de eliminación de ruido para contraer los coe�-
cientes wavelet (d̂ = d + de) al nivel de resolución j propuesto.

• Método 1: BayeShrinkPL.

• Método 2: BayesThresh.

3. Reconstruya el conjunto de partículas con los coe�cientes wavelet libre de ruido

h̃( l )
t =

�
Wh( l )

t

� � 1
.

4. Si l
�
h̃( l )

t

�
> l

�
h( l )

t

�
se aceptah̃( l )

t . De los contrario, se conservãh( l )
t = h( l )

t . Aquí,
l corresponde a la función de verosimilitud.

Â Actualización de pesos de importancia:

Para l = 1, 2, . . . , N, calcule las nuevas ponderaciones! ( l )
t =

p
€

yt jh̃
( l )
t

Š

p
�

yt jh
(kl )
t

� .

3. Distribución posterior:
El conjunto conformado por f h̃( i )

t , � ( i )
t , ! ( i )

t gN
i= 1 � p (ht , � jYt ) representa la distribución

posterior.

4. Remuestreo:
Aplique un proceso de remuetreo para evitar la degeneración de partículas.

Para los casos de simulación que se tratarán a continuación se seleccionarán un total deN =
212 = 4096 partículas para cada t , donde el número de niveles de resolución en los que se
puede descomponer una serie de partículas para cadat esJ = 12. En este caso, los niveles de
resolución se representan conj = 0,1, 2, . . . , 11.

La elección deN = 212 = 4096 partículas obedece a que el método de eliminación de ruido
implementado requiere que el número de elementos en la descomposición wavelet sea un múl-
tiplo de una potencia de 2 para poder emplear la TWD. Si bien sería posible emplear un número
superior de partículas, comoN = 213 = 8192, esto implica una mayor exigencia computacio-
nal, y en experimentos preliminares (no incluidos), no se observaron mejoras signi�cativas en
la calidad de las estimaciones obtenidas.
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El comportamiento de la cantidad de ruido eliminado mediante la propiedad de escasez de la
TW se analiza mediante parámetros de procesamiento, como el tipo de wavelet ( ), el nivel de
resolución ( j) y el método de umbralización ( threshold). En los casos de estimación donde se
implementa el �ltrado de partículas con empuje basado en wavelet (nudging), especí�camente
con el método BayeShrinkPL, se utilizan niveles de resoluciónj = 4 y j = 7. Esta elección se
fundamenta en la necesidad de un suavizamiento controlado de la serie de partículas, evitando
una sobre eliminación que comprometa la variabilidad inherente de las partículas y la repre-
sentatividad en el espacio paramétrico.

La elección de los niveles de resoluciónj = 4 y j = 7 en el proceso de reconstrucción de la serie
de partículas, se fundamenta en una base empírica. He & He (2019) indicaron que a medida
que aumenta el nivel de descomposición, aparecen más subseñales e información detallada de
la serie en escalas temporales mayores; no siempre un mayor nivel implica una mejor elimina-
ción de ruido, ya que el ruido mismo no disminuye en forma estrictamente monótona con el
nivel. En otras palabras, el nivel de resoluciónj = 1 no es necesariamente menos ruidoso que
un nivel j = 2, y así sucesivamente. Este comportamiento varía según la señal y su contenido
de ruido.

Por ejemplo, Othman & Omar (2024) y He & He (2019) trabajando con aproximadamente
5000 observaciones y utilizando 5 niveles de desvanecimiento, evaluaron técnicas de umbra-
lización tipo soft-threshold y regla Minimax. Sus resultados experimentales indicaron que el
uso de un nivel de resolución j = 6 en la descomposición wavelet, produjo el mayor valor de
SNR y el menor RMSE.

La elección dej = 4 y j = 7 para la serie de partículas en este documento sigue este mismo razo-
namiento, considerando que el número de partículas escogido fueN = 212 = 4096. En este ca-
so, los niveles de resolución para la eliminación de ruido en las partículas sonj = 0, 1,2, . . . , 11.

Si se selecciona un nivel bajo de resolución, comoj = 0,1, 2, las partículas en el proceso de
reconstrucción darán como resultado un conjunto excesivamente suavizado donde se elimina
la mayor parte de la varianza y detalles signi�cativos de las partículas. Por otro lado, niveles
muy altos como j = 9,10, 11 no contribuyen a la eliminación del ruido y no mejoran las esti-
maciones, a la vez que se genera una carga computacional innecesaria.

Finalmente, la mejor calidad de ajuste, re�ejada en el menor RMSE, se observó al emplear nive-
les intermedios de resolución dej = 4 y j = 7, lo que indica un equilibrio entre la preservación
de la señal y eliminación del ruido.
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6.2. Estudio de simulación para comparar el desempeño del

PF convencional y WPF propuesto

Para la comparación de los métodos de �ltrado de partículas se simularon retornosr t siguiendo
el modelo en las ecuaciones (5-1) y (5-2) con" t � N (0, 1) y � t � N

�
0, � 2

�
. Estas ecuaciones

representan la simulación de los retornos y la volatilidad latente respectivamente.

Se consideran 4 casos de simulación para los retornos �nancieros, los cuales se fundamentan
en estudios rigorosos de la estimación de la SV con modelos PF:

Caso 1: � = � 0.00645 � = 0.90 � 2 = 1
Caso 2: � = 0 � = 0.95 � 2 = 0.25
Caso 3: � = � 0.004 � = 0.985 � 2 = 0.1
Caso 4: � = � 0.00645 � = 0.95 � 2 = 1

En la Figura6-1 se muestra una ilustración de 1024 retornosr t simulados (columna izquierda)
y de la volatilidad ht (columna derecha) para cada uno de los cuatro casos.

Para evaluar el desempeño de los métodos, se utilizó el RMSE que mide la distancia entre la
variable latente ht y la estimación ĥt obtenida a través de los métodos de �ltrado.

RMSE=

v
u
u
t

nX

i= 1

�
ĥt � ht

� 2

n

El objetivo de esta parte del trabajo es mostrar que la estimación de la volatilidad estocásti-
ca, obtenida mediante un modelo PF, puede ser mejorada al incorporar un paso adicional de
eliminación de ruido sobre el muestreo de partículas. Para ello, se propone integrar un �ltro
basado en wavelets. Con los cuatro casos de simulación propuestos, se propone analizar el
comportamiento del �ltro de partículas bajo diferentes niveles de persistencia de volatilidad,
ya que según Allen & McAleer (2020) y Poterba & Summers (1986), esta es la principal carac-
terística que de�ne el comportamiento heteroscedástico condicional al tiempo en los retornos
�nancieros.

Estudios como los de Kim et al. (1998), Wang et al. (2016), He & Lin (2022) y la guía Stan
Development Team (2025) coinciden en que el parámetro de persistencia� en el modelo SV
se encuentra típicamente en el rango[0.9 � 0.99] . Este rango permite capturar la fuerte per-
sistencia característica en la volatilidad observada en los retornos �nancieros. Por otra parte,
el parámetro de varianza� 2, que representa la varianza del proceso de innovación de la volati-
lidad, presenta valores que oscilan para niveles bajos, alrededor de 0.01, y niveles moderados,
en torno a 0.1 o superiores.
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Figura 6-1 : Ilustración grá�ca de los casos de simulación para los retornosr t (a la izquierda)
y las volatilidades ht (a la derecha): (a) Caso 1, retornos con � = � 0.00645, � = 0.9 y � 2 = 1.
(b) Caso 1, Volatilidades con � = � 0.00645, � = 0.9 y � 2 = 1. (c) Caso 2, retornos con � = 0,
� = 0.95 y � 2 = 0.25. (d) Caso 2, volatilidades con � = 0, � = 0.95 y � 2 = 0.25. (e) Caso
3, retornos con � = � 0.004, � = 0.985 y � 2 = 0.1. (f) Caso 3, volatilidades con � = � 0.004,
� = 0.985 y � 2 = 0.1. (g) Caso 4, retornos con � = � 0.00645, � = 0.95 y � 2 = 1. (h) Caso
4, volatilidades con � = � 0.00645, � = 0.95 y � 2 = 1
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Los casos de simulación se plantean para representar una disminución progresiva en la persis-
tencia de la volatilidad desde el caso 1 hasta el caso 3. Esto se re�eja en la escala observable de
los retornos, tal como se muestra en la Figura6-1. En contraste, el caso 4 presenta los picos de
volatilidad más pronunciados, lo que evidencia una mayor persistencia en la volatilidad. Estas
con�guraciones de parámetros son consistentes con rangos habituales reportados en estudios
rigurosos sobre modelos de volatilidad estocástica estimada a partir de �ltrado de partículas,
como los de Sadok & Masmoudi (2021), Wu & Wang (2020), Trosel et al. (2019), Bao et al.
(2018), Rios & Lopes (2013), Lopes & Tsay (2011) y Carvalho & Lopes (2007), entre otros. No
es recomendable salirse de los límites para los parámetros que se demarcan en estos trabajos,
ya que se podrían con�gurar escenarios inviables e irreales para la modelación de los retornos
�nancieros. Asímismo, trabajar sobre estos valores permite la comparabilidad de los resultados
obtenidos.

6.2.1. Estudio de simulación para comparar el desempeño del PF con-
vencional y NuWPF

Para la estimación de SV,̂ht , en cada uno de los casos simulados, se utilizó un tamaño de
muestra �jo n = 1024. Los valores iniciales para la volatilidad h0 � N (m0, C0) son �jos con
parámetros m0 = 0 y C0 = 0.1 para todos los casos de simulación. Se asumen conocidos los
parámetros � =

�
� , � , � 2

�
del modelo (5-1) y (5-2). Se utilizan las siguientes variaciones del

PF para la estimación:

1. Filtro auxiliar de partículas convencional (APF).

2. Filtro APF propuesto, que incorpora un paso de empuje basado en wavelets utilizando el
método BayesThresh (NuWPFBayT).

3. Filtro APF propuesto, que incorpora un paso de empuje basado en wavelets utilizando el
método BayeShrinkPL con un nivel de resoluciónj = 4 (NuWPFj= 4).

4. Filtro APF propuesto, que incorpora un paso de empuje basado en wavelets utilizando el
método BayeShrinkPL con un nivel de resoluciónj = 7 (NuWPFj= 7).

A continuación se presentará de manera ilustrativa los resultados de una sola repetición de la
volatilidad simulada ht , la volatilidad estimada ĥt con cada uno de los cuatro modelos compe-
tidores y el ajuste RMSE de cada modelo.

Luego, se desarrollan los resultados generales y los análisis descriptivos para mil repeticio-
nes de cada caso para cada uno de los métodos de estimación (AFP, NuWPFBayT, NuWPFj= 4,
NuWPFj= 7).
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Figura 6-2 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) APF,
RMSE = 1.1677. (b) NuWPFBayT, RMSE = 1.2625. (c) NuWPFj= 4, RMSE = 1.137. (d) NuWPF j= 7,
RMSE= 1.1499. - Caso 1

La Figura 6-2 presenta la estimación de la SV,̂ht , usando el método APF para la simulación de
los retornos del caso 1. En la primera �la se muestra el cálculo de un APF convencional y un
APF con paso de empuje basado en wavelets con el método bayesiano BayesTresh (NuWPFBayT),
respectivamente. En la segunda �la se presenta la estimación del APF con el enfoque de empu-
je de partículas basado en wavelets con el método bayesiano BayeShrinkPL. En este enfoque,
para la reconstrucción de la serie de partículas se utilizaron los niveles de resoluciónj = 4
(NuWPFj= 4) y j = 7 (NuWPFj= 7). La línea verde (objetivo) representa la volatilidad simulada
mientras que la línea de color negro es la volatilidad estimada.

Al hacer una comparación visual de las curvas en cada uno de los cuatro paneles, se observa
que la estimación deĥt mediante NuWPFBayT, no logra estimar los picos más pronunciados de
la volatilidad ht (línea verde). En la Figura 6-2 se incluyeron los valores del RMSE para resumir
la comparación entre las dos curvas. De la Figura se observa que los métodos propuestos en
esta investigación, NuWPFj= 4 y NuWPFj= 7 fueron los que presentaron mejor ajuste, así como
menores valores de RMSE al compararht y ĥt .
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La Figura6-3 muestra la estimación de la SV,̂ht , utilizando el APF para la simulación de retor-
nos del caso 2. En la primera �la se comparan los resultados de un APF convencional y un APF
con paso de empuje basado en wavelets (nudging) mediante el método bayesiano BayesTh-
resh (NuWPFBayT). En la segunda �la se presenta la estimación del APF con empuje wavelet
usando el método BayeShrinkPL, aplicando niveles de resoluciónj = 4 (NuWPFj= 4) y j = 7
(NuWPFj= 7). La línea verde representa la volatilidad simulada (referencia), mientras que la
línea negra corresponde a la volatilidad estimada.

El comportamiento es similar al caso anterior, en la Figura 6-3 se observa que el método
NuWPFBayT no logra capturar los picos más pronunciados deht (línea verde), aunque su desem-
peño mejora levemente frente al caso anterior. En contraste, los métodos propuestos NuWPFj= 4

y NuWPFj= 7 muestran un ajuste visual superior, alineándose mejor con la trayectoria de refe-
rencia (línea verde), aunque en este caso el comportamiento es más cercano al APF convencio-
nal. Lo anterior se corrobora con el valor de RMSE al presentar valores más bajos. Se observa
que los retornos simulados del caso 2, tienen una escala menor y por lo tanto sus picos de
volatilidad son menos pronunciados como en el caso 1.

Figura 6-3 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) APF,
RMSE= 0.5565. (b) NuWPFBayT, RMSE= 0.5998. (c) NuWPFj= 4, RMSE= 0.5501. (d) NuWPF j= 7,
RMSE= 0.544. - Caso 2
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Figura 6-4 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) APF,
RMSE= 0.3912. (b) NuWPFBayT, RMSE= 0.2904. (c) NuWPFj= 4, RMSE= 0.3828. (d) NuWPF j= 7,
RMSE= 0.3759. - Caso 3

La Figura6-4 presenta la estimación de la SV,̂ht , utilizando el APF para la simulación de retor-
nos del caso 3. En la primera �la se comparan los resultados del APF convencional y el método
NuWPFBayT. En la segunda �la se muestran las estimaciones del APF con empuje wavelet usan-
do los métodos, NuWPFj= 4 y NuWPFj= 7, aplicando los niveles de resolución j = 4 y j = 7,
respectivamente.

El comportamiento observado en este caso di�ere de lo presentado en los casos 1 y 2. Aunque
los métodos NuWPFj= 4 y NuWPFj= 7 continúan presentando un ajuste superior al APF conven-
cional, el método NuWPFBayT destaca por ser el más preciso debido a que registra el menor
RMSE, y visualmente en la Figura6-4, la estimación ĥt presenta una distancia más estrecha
con la volatilidad simulada, ht (línea verde). Es de notar que los retornos simulados en el caso
3 exhiben un comportamiento más “suave” y picos de volatilidad menos pronunciados que los
casos anteriores.

Los parámetros� y � 2 de las ecuaciones (5-1) y (5-2) determinan el tamaño y la persisten-
cia de los picos de volatilidad del modelo; cuanto mayor es el valor, el impacto en la serie de
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Figura 6-5 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) APF,
RMSE = 1.6255. (b) NuWPFBayT, RMSE = 1.6931. (c) NuWPFj= 4, RMSE = 1.59. (d) NuWPF j= 7,
RMSE= 1.5803. - Caso 4

retornos y en la volatilidad latente se vuelve más representativo. En la Figura6-5 se presenta
la estimación de la SV,ht en los cuatro modelos APF propuestos para el caso 4, caracterizado
por valores elevados de� = 0.95 y � 2 = 1, lo que genera picos de volatilidad más marcados y
persistentes que en los casos anteriores.

La evaluación comparativa de las curvas de volatilidad estimadas en los cuatro paneles de la
Figura 6-5, muestra que el método NuWPFBayT presenta una subestimación de los picos mas
pronunciados deht (línea verde de referencia). Esto se evidencia en el valor del RMSE indicado
en la grá�ca para cada uno de los métodos de estimación utilizados. Los resultados muestran
que los métodos propuestos NuWPFj= 4 y NuWPFj= 7 superan en ajuste grá�co al enfoque APF
convencional, registrando valores RMSE inferiores al comparar la volatilidad simuladaht y su
estimación ĥt .

A continuación se presentan los resultados de la simulación de 1000 muestras de tamaño
n = 1024 de los retornos r t y la volatilidad ht de los cuatro casos considerados. Usando cada
una de las muestras se implementaron los métodos APF convencional, NuWPFBayT, NuWPFj= 4
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Tabla 6-1: Medidas descriptivas del RMSE para los cuatro casos de simulación, asumiendo parámetros
�jos. En negrilla se encuentran los valores menores del RMSE en de cada caso

APF NuWPFBayT NuWPFj= 4 NuWPFj= 7

Caso 1
media 1.1556748 1.4425558 1.1414125 1.1439272

mediana 1.1572600 1.4422860 1.1436782 1.1431168
desv.est 0.0168822 0.0156771 0.0081769 0.0133814

Caso 2
media 0.5534131 0.6000931 0.5537246 0.5476551

mediana 0.5533611 0.6011566 0.5535177 0.5486244
desv.est 0.0047545 0.0048517 0.0029805 0.0039402

Caso 3
media 0.3867620 0.2891114 0.3836446 0.3767984

mediana 0.3863831 0.2873875 0.3836273 0.3775147
desv.est 0.0024450 0.0047523 0.0032467 0.0036300

Caso 4
media 1.6174683 1.6262081 1.6012070 1.5730734

mediana 1.6106058 1.6242635 1.5985844 1.5697612
desv.est 0.0520680 0.0186225 0.0119922 0.0327914

y NuWPFj= 7. Usando la volatilidad estimada ĥt , se calculó el RMSE para cada muestra, con
cada método y cada caso.

Los resultados del análisis comparativo de la Figura6-6 indican variaciones signi�cativas en
el RMSE, con un rango global entre 0.28 (mínimo) y 1.90 (máximo). El caso 3 registró los
menores errores de estimación, mientras que el caso 4, exhibió los valores más altos y también
la dispersión más amplia del RMSE. En los casos 1, 2, 4, los métodos NuWPFj= 4 y NuWPFj= 7

presentaron los menores valores RMSE y en casi todos los casos la menor dispersión. El caso
3, caracterizado por picos de volatilidad más atenuados, mostró un patrón distinto: el método
NuWPFBayT alcanzó menor RMSE superando a los otros métodos.

En la Tabla 6-1 se presenta un resumen descriptivo (media, mediana y desviación estándar)
de los RMSE para cada método dentro de cada caso. En negrilla se destacan los menores va-
lores de cada medida descriptiva. Al observar la tabla notamos que los RMSE promedio más
bajos los presentaron los métodos NuWPFj= 4 y NuWPFj= 7 para los casos 1, 2 y 4, patrón que
coincide con lo observado en la Figura6-6. Para el caso 3, el menor RMSE promedio lo obtuvo
el método NuWPFBayT. A excepción del caso 3, el método NuWPFj= 4 es el que presenta una
menor dispersión.

De los resultados de este primer estudio de simulación se puede concluir que, a partir de la
distribución del RMSE, en general, el método propuesto NuWPF, tiende a tener mejores niveles
de ajuste que el método APF convencional. Además, en los casos donde los retornos presentan
picos de volatilidad más pronunciados y persistentes (casos 1, 2 y 4), el método de empuje ba-
sado en la técnica propuesta de eliminación de ruido, BayeShrinkPL (NuWPFj= 4 y NuWPFj= 7)
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Figura 6-6 : Boxplot de los RMSE para los métodos APF, NuWPFBayT, NuWPFj= 4 y NuWPFj= 7,
(a) Caso 1: � = � 0.00645, � = 0.90, � 2 = 1. (b) Caso 2: � = 0, � = 0.95, � 2 = 0.25. (c) Caso
3: � = � 0.004, � = 0.985 � 2 = 0.1. (d) Caso 4: � = � 0.00645, � = 0.95, � 2 = 1
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presenta mejores resultados en términos de ajuste. Por otro lado, cuando el comportamiento
de los retornos es más “suave” (Caso 3) la técnica propuesta de empujes basada en el método
BayesThresh (NuWPFBayT), muestra menores valores en el RMSE, lo que indica un mejor ajuste
para este tipo de comportamiento.

6.2.2. Estudio de simulación para comparar el desempeño del PF de Liu
& West convencional y NuWLW

En esta sección se aborda la estimación de la volatilidad estocástica,ht , bajo el escenario de pa-
rámetros desconocidos� =

�
� , � , � 2

�
. Con el objetivo de establecer comparaciones del ajuste

de la estimación del modelo SV, se consideran los mismos casos de simulación establecidos en
la sección 6.2.1. Así mismo, siguiendo las metodologías de �ltro de partículas en los estudios
mencionados en la sección 6.2, se asignan los siguientes valores iniciales para las distribucio-
nes a priori de los parámetros :

Caso 1: � 0 = 0 V� = 0.1 � 0 = 0.9 V� = 0.1 n0 = 4 � 2
0 = 1

Caso 2: � 0 = 0 V� = 0.1 � 0 = 0.95 V� = 0.1 n0 = 4 � 2
0 = 0.25

Caso 3: � 0 = 0 V� = 0.1 � 0 = 0.985 V� = 0.1 n0 = 4 � 2
0 = 1

Caso 4: � 0 = 0 V� = 0.1 � 0 = 0.95 V� = 0.1 n0 = 4 � 2
0 = 1

A continuación, se implementa el �ltro de partículas de Liu & West (2001) (LW) para la esti-
mación de la SV,ĥt , en cada uno de los casos de retornos simulados. El �ltro LW es una versión
extendida del �ltro APF, que incluye la estimación de los parámetros� =

�
� , � , � 2

�
del modelo

de�nido por las ecuaciones (5-1) y (5-2). Los parámetros se calculan en la misma secuencia
de actualización de las partículas.

Se utilizan las siguientes variaciones del �ltro LW para la estimación:

1. Filtro de partículas Liu & West convencional (LW)

2. Filtro LW propuesto, que incorpora un paso de empuje basado en wavelets con el método
BayesTresh (NuWLWBayT)

3. Filtro LW propuesto, que incorpora un paso de empuje basado en wavelets con el método
BayeShrinkPL, utilizando un nivel de resolución j = 4 (NuWLW j= 4)

4. Filtro LW propuesto, que incorpora un paso de empuje basado en wavelets con el método
BayeShrinkPL, utilizando un nivel de resolución j = 7 (NuWLW j= 7)

A continuación se presentará de manera ilustrativa los resultados de una sola repetición de la
volatilidad simulada ht , la volatilidad estimada ĥt con cada uno de los cuatro modelos competi-
dores y el ajuste RMSE de cada modelo. Además, se incluye un análisis grá�co de la distribución



6.2 Estudio de simulación para comparar el desempeño del PF convencional y WPF
propuesto 117

de los parámetros� =
�
� , � , � 2

�
. Luego se desarrollan los resultados generales y los análisis

descriptivos para mil repeticiones de cada caso, para cada uno de los métodos de estimación
(LW, NuWLWBayT, NuWLWj= 4, NuWLWj= 7)

La Figura 6-7 presenta la estimación de la SV,̂ht , con el método de �ltrado de partículas LW
para la simulación de los retornos del caso 1. En la primera �la se realiza el cálculo con un �ltro
LW convencional y un LW con paso de empuje basado en wavelets con el método bayesiano
BayesThresh, (NuWLWBayT) respectivamente. En la segunda �la se encuentra la estimación del
�ltro de partículas LW con un paso de empuje basado en wavelets usando el método BayeSh-
rinkPL, se usan los niveles de resoluciónj = 4 (NuWLW j= 4) y j = 7 (NuWLW j= 7) para la
reconstrucción de la serie de partículas. La línea verde (referencia) corresponde a la volatili-
dad simulada y la línea de color negro es la volatilidad estimadaĥt .

Figura 6-7 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) LW,
RMSE = 1.11. (b) NuWLWBayT, RMSE = 1.2305. (c) NuWLW j= 4, RMSE = 1.0902. (d) NuWLW j= 7,
RMSE= 1.0809. - Caso 1

Al realizar una comparación visual entre los cuatro paneles de la Figura6-7, se observa que el
método NuWLWBayT es el que presenta una mayor discrepancia entre la volatilidad estimada
ĥt (línea negra) y la volatilidad simulada ht (línea verde), lo que indica un nivel de ajuste de-
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�ciente, con�rmado por su RMSE más alto. En contraste, los métodos propuestos NuWLWj= 4

y NuWLWj= 7 presentaron el mejor ajuste grá�co y los valores de RMSE mas bajos, indicando
una mejor aproximación entre ht y ĥt . Este comportamiento es similar al observado en el caso
con parámetros �jos (Figura 6-2), pero con mejor nivel de ajuste (RMSE más bajos), excepto
para NuWLWBayT que tiene un rendimiento inferior.

Figura 6-8 : Convergencia de los estimadores en los modelos (a) LW,� . (b) NuWLWBayT, � . (c) NuWLW j= 4, � .
(d) NuWLW j= 7, � . (e) LW, � . (f) NuWLW BayT, � . (g) NuWLW j= 4, � . (h) NuWLW j= 7, � . (i) LW, � 2. (j) NuWLW BayT,
� 2. (k) NuWLW j= 4, � 2. (l) NuWLW j= 7, � 2. La línea negra es el cuantil 50%, las de color gris son los cuantiles
2.5% y 97.5 %, la línea roja es el valor del parámetro (� = � 0.00645, � = 0.90, � 2 = 1) - Caso 1

La Figura6-8 muestra la distribución de los parámetros del modelo SV estimados con los cuatro
métodos LW competidores para el caso 1. En la primera �la de la grá�ca se observa la distri-
bución del parámetro de reversión de la media � . Los �ltros LW convencional y NuWLW j= 4

tienden a subestimar el valor del parámetro � , mientras que NuWLWBayT tiende a sobreesti-
marlo. En contraste, en el método propuesto NuWLWj= 7 la distribución tiende a converger a
su valor real, � = � 0.00645, a medida que aumentat . En cuanto al parámetro de persistencia
de la volatilidad, � que se observa en la segunda �la de la Figura6-8, se evidencia que los
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métodos tienden a acercarse al valor real� = 0.9 conforme crece t . El método NuWLWBayT

tiende a acercarse de manera más lenta. Finalmente, el comportamiento de la varianza de la
volatilidad latente � 2 ubicada en la tercera �la de la grá�ca, sigue un comportamiento similar
en los modelos LW convencional, NuWLWj= 4, es decir, tienden rápidamente a su valor real
� 2 = 1 a medida que transcurre t . El método NuWLWBayT sobre estima a� 2.

La Figura 6-9 ilustra el ajuste de la estimación de SV,̂ht de los retornos simulados para el caso
2. En la primera �la, se presentan las estimaciones obtenidas con el método LW convencional y
el método de LW con empujes basado en la transformación wavelet, NuWLWBayT. En la segunda
�la se muestra la estimación de la volatilidad latente mediante los métodos de LW propuestos,
NuWLWj= 4 y NuWLWj= 7, que también se basan en la TW.

Figura 6-9 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) LW,
RMSE= 0.4576. (b) NuWLWBayT, RMSE= 0.4855. (c) NuWLW j= 4, RMSE= 0.4523. (d) NuWLW j= 7,
RMSE= 0.4485. - Caso 2

En este contexto, donde los picos de volatilidad son menos pronunciados que en el caso 1,
la Figura 6-9 muestra visualmente que, en general, los métodos presentan un mejor ajuste
al comparar la distancia entre la volatilidad simulada ht (línea verde, objetivo) y la volatili-
dad estimada, ĥt (línea negra). Especí�camente, al observar los valores del RMSE ubicados
en la parte superior derecha de cada panel de la Figura6-9, se nota que los métodos pro-
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puestos NuWLWj= 4 y NuWLWj= 7 presentan los valores más bajos, lo que indica un ajuste más
preciso. Además, los cuatro métodos de estimación evaluados (LW, NuWLWBayT, NuWLWj= 4,
NuWLWj= 7) presentan un ajuste superior en comparación con el método donde se asumen los
parámetros �jos (APF, NuWPFBayT, NuWPFj= 4, NuWPFj= 7). Esto se con�rma tanto en la visuali-
zación grá�ca con la Figura 6-3, y los valores del RMSE, que son menores en todos los métodos
evaluados.

Figura 6-10 : Convergencia de los estimadores en los modelos (a) LW,� . (b) NuWLWBayT, � . (c) NuWLW j= 4, � .
(d) NuWLW j= 7, � . (e) LW, � . (f) NuWLW BayT, � . (g) NuWLW j= 4, � . (h) NuWLW j= 7, � . (i) LW, � 2. (j) NuWLW BayT,
� 2. (k) NuWLW j= 4, � 2. (l) NuWLW j= 7, � 2. La línea negra es el cuantil 50%, las de color gris son los cuantiles
2.5% y 97.5 %, la línea roja es el valor del parámetro (� = 0, � = 0.95, � 2 = 0.25) - Caso 2

La Figura6-10 muestra la distribución de los parámetros estimados para el modelo de SV utili-
zando los cuatro métodos LW competidores en el caso 2. El parámetro que modela la reversión
de la media � tiende a su valor real � = 0 conforme aumenta t , en todos los métodos de es-
timación evaluados. Sin embargo, el método NuWPFBayT presenta una convergencia más lenta
y una mayor variabilidad en el rango entre los cuantiles 2.5 % y 97.5 %. Por otro lado, el pa-
rámetro que modela la persistencia de la volatilidad, � , presenta un comportamiento similar,
todos los métodos tienden a su valor real� = 0.95 cuando aumenta t . No obstante, el método



6.2 Estudio de simulación para comparar el desempeño del PF convencional y WPF
propuesto 121

NuWPFBayT lo hace de manera mas lenta y presenta un rango más amplio entre los cuantiles
2.5 % y 97.5 %. En este caso, el método NuWLWj= 7 presenta el rango más estrecho entre los
cuantiles 2.5 % y 97.5%. Finalmente, la varianza de la volatilidad estocástica� 2 es sobreesti-
mada por el método NuWPFBayT, mientras que los demás métodos convergen a su valor real
� 2 = 0.25 cuando aumenta t .

La Figura 6-11 muestra el desempeño de la volatilidad estimada,̂ht , aplicada a los retornos
simulados en el caso 3. En la parte superior del grá�co se observan los resultados del método
LW convencional y el método propuesto NuWPFBayT, que incorpora un empuje de partículas
basado en la TW. En la �la inferior, se visualizan las estimaciones mediante los métodos pro-
puestos, NuWLWj= 4 y NuWLWj= 7 con empujes basados en la TW a niveles de resolución de
j = 4 y j = 7 respectivamente.

Figura 6-11 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) LW,
RMSE= 0.2698. (b) NuWLWBayT, RMSE= 0.2505. (c) NuWLW j= 4, RMSE= 0.2569. (d) NuWLW j= 7,
RMSE= 0.2608. - Caso 3

Los retornos en el caso 3 presentan un menor nivel de persistencia y por lo tanto, un compor-
tamiento más suave; este patrón se traslada a la volatilidad estimadâht , como se observa en la
Figura 6-11 (línea verde). En este contexto, el método NuWPFBayT es el que presenta la menor
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distancia entre ĥt y ht , y por lo tanto, un menor RMSE = 0.2505, lo que representa el mejor
ajuste, el método propuesto NuWLWj= 4 presenta un valor de RMSE= 0.2569 muy cercano y
visualmente también presenta corta distancia entre las dos curvas. Adicionalmente, la estima-
ción de la ht con los cuatro métodos de estimación analizados (LW, NuWLWBayT, NuWLWj= 4,
NuWLWj= 7) presenta un mejor ajuste en comparación con el método donde se asumen los pa-
rámetros �jos (APF, NuWPFBayT, NuWPFj= 4, NuWPFj= 7). Esta superioridad se evidencia tanto
en la representación grá�ca presentada en la Figura6-3 y en los valores del RMSE, que resul-
tan menores en todos los métodos.

Figura 6-12 : Convergencia de los estimadores en los modelos (a) LW,� . (b) NuWLWBayT, � . (c) NuWLW j= 4, � .
(d) NuWLW j= 7, � . (e) LW, � . (f) NuWLW BayT, � . (g) NuWLW j= 4, � . (h) NuWLW j= 7, � . (i) LW, � 2. (j) NuWLW BayT,
� 2. (k) NuWLW j= 4, � 2. (l) NuWLW j= 7, � 2. La línea negra es el cuantil 50%, las de color gris son los cuantiles
2.5% y 97.5 %, la línea roja es el valor del parámetro (� = � 0.004, � = 0.985, � 2 = 0.1) - Caso 3

La Figura6-12 muestra la distribución de los parámetros estimados para el modelo SV utilizan-
do los cuatro métodos de LW en el caso 3. A medida quet aumenta, el parámetro de reversión
a la media � converge a su valor real� = � 0.004 en todos los métodos, aunque NuWPFBayT

presenta una convergencia más lenta y variable. Un patrón similar se observa para el paráme-
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tro de persistencia de la volatilidad � , el cual converge rápidamente a su valor real� = 0.985
en todos los métodos de estimación, excepto en NuWPFBayT donde la convergencia es ligera-
mente más lenta. Finalmente NuWPFBayT sobreestima la varianza de la SV� 2 y muestra un
rango entre los percentiles 2.5 % y 97.5 % más amplio, mientras que otros métodos convergen
de manera rápida a� 2 = 0.1, que es el valor real.

En la Figura 6-13 se compara el comportamiento de la estimación de la volatilidad,ĥt (línea
verde), entre los cuatro métodos de LW competidores para los retornos simulados en el caso 4.
La �la superior muestra los resultados del método LW convencional y del método NuWPFBayT.
En la �la inferior, se observa el comportamiento con los métodos LW propuestos, los cuales
incorporan empujes basados en la TW, NuWLWj= 4 y NuWLWj= 7.

Figura 6-13 : Volatilidad simulada (verde) y volatilidad estimada (negro) con los métodos (a) LW,
RMSE= 1.3709. (b) NuWLWBayT, RMSE= 1.6578. (c) NuWLW j= 4, RMSE= 1.3496. (d) NuWLW j= 7,
RMSE= 1.3517. - Caso 4

En el caso 4, caracterizado por los picos de volatilidad más pronunciados entre los casos anali-
zados, la precisión en la estimación de la volatilidad estimada,̂ht , es dependiente del método
de �ltrado de partículas empleado. Como se observa en la Figura6-13, el método NuWPFBayT

exhibe el ajuste más de�ciente debido a su tendencia a sobre suavizar los picos de volatilidad y
el componente aleatorio en la estimación, lo cual se ve re�ejado en su elevado valor de RMSE.
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En contraste, los métodos NuWLWj= 4 y NuWLWj= 7, logran las menores medidas de RMSE, con
valores de 1.3496 y 1.3517 respectivamente. Visualmente, se aprecia una distancia cercana
entre ĥt (línea negra) y ht (línea verde), lo que indica que los métodos de �ltrado de partícu-
las basado en empujes wavelet tienden a capturar de manera efectiva los picos de volatilidad.
Este patrón es similar al observado con parámetros �jos (Figura6-5), pero con mejor nivel de
ajuste (menores valores de RMSE), a excepción del método NuWLWBayT cuyo rendimiento es
inferior.

Figura 6-14 : Convergencia de los estimadores en los modelos (a) LW,� . (b) NuWLWBayT, � . (c) NuWLW j= 4, � .
(d) NuWLW j= 7, � . (e) LW, � . (f) NuWLW BayT, � . (g) NuWLW j= 4, � . (h) NuWLW j= 7, � . (i) LW, � 2. (j) NuWLW BayT,
� 2. (k) NuWLW j= 4, � 2. (l) NuWLW j= 7, � 2. La línea negra es el cuantil 50%, las de color gris son los cuantiles
2.5% y 97.5 %, la línea roja es el valor del parámetro (� = � 0.00645, � = 0.95, � 2 = 1) - Caso 4

La Figura 6-14 ilustra la distribución de los parámetros del modelo SV utilizando los modelos
de �ltrado de partículas LW conv encional y los métodos LW propuestos basados en la TW,
NuWLWBayT, NuWLWj= 4 y NuWLWj= 7 en los retornos simulados para el caso 4. En la primera
�la de la Figura 6-14 se presenta la trayectoria del parámetro� . El modelo NuWLWj= 4 mues-
tra una convergencia más rápida de� a su valor real � = � 0.00645, mientras que el modelo
NuWLWBayT tiende a sobre estimar el parámetro. La segunda �la presenta el comportamiento
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del parámetro de persistencia de la volatilidad, � . En este caso todos los modelos convergen
rápidamente al valor del parámetro real � = 0.95 a medida que transcurret , excepto en el mo-
delo NuWLWBayT ya que su convergencia es más lenta. Finalmente, en la tercera �la se muestra
el parámetro que determina la varianza de SV� 2. En este caso, los métodos LW convencional,
NuWLWj= 4 y NuWLWj= 7 convergen al valor real del parámetro � 2 = 1. El método NuWLWBayT

tiende a sobre estimar el valor real.

A continuación se presentan los resultados de la simulación de 1000 repeticiones de tamaño
n = 1024 de r t y ht de los cuatro casos considerados. Usando cada una de las repeticiones, se
implementaron los métodos LW convencional, NuWLWBayT, NuWLWj= 4 y NuWLWj= 7. Usando la
volatilidad estimada ĥt , se calculó el RMSE para cada repetición, con cada método y cada caso.

En la Figura6-15 se muestran los resultados de la comparación del comportamiento del RMSE
para la simulación de 1000 repeticiones independientes de cada método. El comportamiento
exhibido en casi todos los casos es similar al que se presenta para el caso con parámetros �jos,
(ver Figura 6-6), la diferencia radica en que cuando se incluye la estimación de los paráme-
tros

�
� , � , � 2

�
, salvo el caso NuWLWBayT, los demás métodos tienden a estimar de manera más

precisa ĥt . Esto se observa en los menores valores de RMSE presentados. Sin embargo, en el
método NuWLWBayT la variabilidad que se observa en las cajas tiende a ser mayor.

Particularmente, en la Figura 6-15 se observa que, en el caso 3, se presentan los menores va-
lores de RMSE, mientras que el caso 4 presenta los valores más altos, también en este caso se
observa la variabilidad más elevada. En los casos 2 y 4 los menores valores RMSE se presentaron
en los métodos NuWLWj= 4. En el caso 3, los métodos presentaron valores de RMSE similares,
sin embargo el método NuWLWBayT presentó valores ligeramente inferiores, pero también su
variabilidad es mayor. En el caso 1, el método NuWLWj= 7 presentó el mejor comportamiento
en términos de ajuste, mostrando los valores más bajos de RMSE y menor variabilidad.

Finalmente, la Tabla6-2 presenta el resumen descriptivo para la simulación de las repeticiones
de cada caso expuesto de cada uno de los cuatro métodos del �ltro de partículas LW. En los
casos 1 y 4, caracterizados por una alta persistencia de la volatilidad evidenciada en sus picos
más pronunciados, los métodos propuestos NuWLWj= 4 y NuWLWj= 7 muestran un mejor de-
sempeño, re�ejado en menores valores promedio del RMSE en comparación con el algoritmo
LW convencional. Por otro parte, en los casos 2 y 3, donde la volatilidad presenta un comporta-
miento más atenuado, los métodos de estimación presentan resultados similares; no obstante,
en el caso 2, NuWLWj= 4 y NuWLWj= 7 exhiben valores medios de RMSE ligeramente inferiores
y menor variabilidad. En el caso 3, el método NuWLWBayT logra un RMSE promedio más bajo,
aunque con mayor variabilidad.

En general, en los casos de simulación 1 y 4 donde los retornos presentan picos de volatili-
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Figura 6-15 : Boxplot de los RMSE para los métodos LW, NuWLWBayT, NuWLWj= 4 y NuWLWj= 7, (a)
Caso 1: � = � 0.00645, � = 0.90, � 2 = 1. (b) Caso 2: � = 0, � = 0.95, � 2 = 0.25. (c) Caso 3:
� = � 0.004, � = 0.985 � 2 = 0.1. (d) Caso 4: � = � 0.00645, � = 0.95, � 2 = 1

dad pronunciados y persistentes, los modelos propuestos para la estimación,̂ht , basados en
un �ltro de partículas con empujes que utilizan la transformación wavelet con el enfoque de
eliminación de ruido BayesShrinkPL (NuWPFj= 4, NuWPFj= 7, NuWLWj= 4 y NuWLWj= 7) tienden
a ajustarse mejor que el método convencional de �ltrado de partículas (APF o LW) en todos
los casos evaluados.

En el caso de simulación 3, en donde los retornos presentan picos de volatilidad mas “sua-
ves” y el componente aleatorio de la serie presenta una menor escala, el método propuesto
NuWPFBayT, tiende a presentar valores de RMSE mas bajos y por lo tanto un mejor ajuste. Esta
diferencia es mayor cuando se comparan los resultados asumiendo parámetros �jos (sección
6.2.1). En el caso de simulación 2, donde los picos de volatilidad de los retornos presentan un
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Tabla 6-2: Medidas descriptivas del RMSE para los cuatro casos de simulación, asumiendo parámetros
desconocidos. En negrilla se encuentran los valores menores del RMSE en de cada caso

LW NuWLWBayT NuWLWj= 4 NuWLWj= 7

Caso 1
media 1.0912564 1.2747403 1.0817694 1.0798782

mediana 1.0890798 1.2263211 1.0794616 1.0743840
desv.est 0.0203316 0.1144825 0.0172068 0.0181994

Caso 2
media 0.4582110 0.4893776 0.4561532 0.4566618

mediana 0.4565469 0.4827089 0.4548210 0.4559521
desv.est 0.0077429 0.0244839 0.0063537 0.0065038

Caso 3
media 0.2684810 0.2540990 0.2684065 0.2588246

mediana 0.2664375 0.2580402 0.2670376 0.2567880
desv.est 0.0052193 0.0181852 0.0059177 0.0068759

Caso 4
media 1.3706581 1.7292465 1.3373518 1.3478220

mediana 1.3658857 1.6955711 1.3322564 1.3437713
desv.est 0.0388873 0.2226515 0.0270837 0.0319191

comportamiento moderado, los métodos convencionales de �ltrado de partículas APF y LW no
presentaron diferencias muy marcadas con los métodos NuWPF y NuWLW.

En casi todos los casos, los enfoques LW tuvieron comportamientos más e�cientes que los APF,
lo que indica que estimar el modelo �ltrado de partículas en el que se agregan los parámetros
en el mismo ciclo secuencial tiende a mejorar el ajuste. Esto se ve re�ejado en los valores del
RMSE en las Tablas6-1 y 6-2, ya que presentan valores más bajos y su variabilidad tiende a
ser inferior.

Los métodos de estimación de SV basados en BayeShrinkPL (NuWPFj= 4, NuWPFj= 7, NuWLWj= 4

y NuWLWj= 7) ofrecen en general una mayor precisión, mientras que los métodos basados en
el enfoque BayesThresh (NuWPFBayT y NuWLWBayT) pueden ser más adecuados en situaciones
especí�cas donde los picos de volatilidad son menos persistentes. Sin embargo, se debe tener
precaución al utilizar BayesThresh en series con alta volatilidad debido al sesgo potencial en
la estimación de � 2.



Capítulo 7

Estimación de la volatilidad estocástica en
un activo �nanciero

En este capítulo se realiza la estimación del modelo de SV y sus parámetros en una serie de
tiempo �nanciera real. Para ello, se utiliza un modelo de LW convencional y un modelo de LW
basado en la transformada wavelet integrando el enfoque de eliminación de ruido propuesto,
BayeShrinkPL. A este último se aplican tres niveles de resoluciónj = 4,7, y 12 para la recons-
trucción de la serie de partículas, lo que resulta en la aplicación de los modelos NuWLWj= 4,
NuWLWj= 7 y NuWLWj= 12. Además, se evalúa el efecto del exceso de curtosis incorporando la
distribución t- studenten la ecuación de observación.

Como variable económica, se utilizan los log-retornos mensuales de las acciones de General
Electric (GE), comprendidos entre enero de 1926 y diciembre de 1999 (888 observaciones).
Este conjunto de datos ha sido previamente analizado por Tsay (2005) para estimar un modelo
GARCH-M (GARCH en media) y por Lopes & Tsay (2011) para la estimación de un modelo de
volatilidad estocástica mediante un �ltro de partículas de LW.

7.1. Estimación de la volatilidad estocástica

La Figura 7-1 presenta la distribución de los rendimientos mensuales de las acciones GE entre
enero de 1926 y diciembre de 1999; se puede observar que los retornos de la acción presen-
tan exceso de curtosis, lo que indica una distribución de colas pesadas en comparación con
una distribución normal. Además, en los primeros años del período analizado, se observan
agrupamientos de volatilidad, caracterizados por picos de volatilidad persistentes. Estos agru-
pamientos sugieren que los períodos de alta volatilidad tienden a ocurrir en clusters, lo que
puede estar relacionado con eventos económicos signi�cativos o cambios en las condiciones
del mercado.
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Figura 7-1 : (a) Distribución de los retornos de General Electric (GE), (b) log-retornos GE, (c)
log-retornos cuadrados GE.

Siguiendo a Lopes & Tsay (2011) y complementando con ajustes basados en los casos de si-
mulación descritos en la sección 6.2, capítulo 6, se establecieron los valores iniciales y dis-
tribuciones a priori. En consecuencia, la volatilidad inicial h0 sigue una distribución normal
N (m0, C0), donde m0 es la media y C0 la varianza. Similarmente, los parámetros � 0 y � 0 se
modelan con distribuciones normales, � 0 � N (b01, B01) y � 0 � N (b02, B02). La varianza � 2

se aproxima mediante una distribución Gamma Inversa,IG
�

n0=2, n0� 2
0=2

�
. Los hiperparámetros

utilizados fueron: m0 = 0, C0 = 10, � 0 = 3, � 2
0 = 0.01, b0 = ( 0, 1)> , B0 = ( 0.1, 0.1)> . Además,

se �jó � = 0.985 y se usaronN = 214 partículas. Además, en esta sección, se efectúan 8 repeti-
ciones por cada modelo implementado para observar estabilidad en las estimaciones tanto de
SV como en sus parámetros.

Para la estimación de SV se tienen en cuenta cuatro modelos, el método LW convencional, que
ofrece una estimación deht que sirve como referencia para obtener un contraste, y los modelos
propuestos NuNWLWj con tres diferentes niveles de resoluciónj . En este sentido, dado que la
�gura 7-1 muestra que los picos de volatilidad más signi�cativos en los retornos de la acción
GE se presentan en los periodos iniciales de la serie de tiempo, este es el principal aspecto que
se pretende evaluar con los diferentes modelos de estimación de volatilidad.
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De acuerdo con los experimentos presentados en el capítulo 6, se encontró que tanto el mode-
lo LW convencional como el modelo NuWLWj , mostraron el mejor desempeño en el ajuste del
modelo SV. Por lo tanto, se descarta la estimación con el modelo propuesto NuWLWBayT.

Es importante destacar que teóricamente, a medida que aumenta el nivel de resolución en el
proceso de reconstrucción, se elimina menos ruido en la serie de partículas, lo que se traduce
en un menor grado de suavizado y una mayor varianza en las partículas. Por lo tanto, la elec-
ción de niveles intermedios como j = 4 y j = 7 representa un balance empírico entre eliminar
el ruido su�ciente y conservar la estructura esencial de la varianza de las partículas.

Considerando estos picos de volatilidad, para estimar SV con el método LW convencional se
utiliza el algoritmo descrito en la sección 2.2.1 del capítulo 2. Además, para la estimación con
el modelo NuWLWj se usa el algoritmo descrito en la sección 6.1.2 del capítulo 6. En este
último, se seleccionan tres niveles de resoluciónj = 4,7, y 12 para la reconstrucción de las
partículas. La elección de los niveles de resolución 4 y 7 se fundamenta en los resultados obte-
nidos en el capítulo 6. Para j = 12 se tiene en cuenta la cantidad de partículasN = 214, lo que
permite evaluar hasta 15 niveles de descomposición; en este sentido, el nivel más alto,j = 12,
equivale a una reconstrucción con una eliminación de ruido signi�cativa y sirve para evaluar
el comportamiento del método en un ambiente donde se aplica un alto nivel de suavización
en las partículas. El objetivo es describir el comportamiento dêht y sus parámetros� , � y � 2.

En el capítulo 6 también se observó que el desempeño de los métodos PF con empujes basados
en la TW, tanto con parámetros �jos (NuWPFj ) como con parámetros desconocidos (NuWLWj ),
ajustan el modelo SV mejor que el método convencional en los casos de simulación 1 y 4, ca-
racterizados por picos de volatilidad más pronunciados. Por otro lado, en los casos 2 y 3, donde
los picos de volatilidad no presentan un comportamiento tan elevado, las estimaciones obte-
nidas con el procedimiento convencional LW y el procedimiento NuWLWj tienden a generar
resultados similares. Considerando estos hallazgos, se procede a estimar la SV con los modelos
propuestos.

La Figura 7-2 ilustra el comportamiento del parámetro de reversión a la media � . Las líneas
cuantílicas se calculan a partir del conjunto de N partículas generadas en cadat para cada
uno de los cuatro métodos de estimación. El método LW convencional muestra en los periodos
iniciales (1926-1945), una alta dispersión entre los cuantiles, lo que indica una alta incerti-
dumbre. Posteriormente, la trayectoria deriva hacia un valor aproximado a cero, aunque con
algunas �uctuaciones. Los métodos de LW basados en el empuje de partículas, NuWLWj , pre-
sentan un comportamiento diferenciable dependiendo del nivel de resolución j . Mientras que
para los niveles de resolución j = 4,7, el comportamiento tiende a ser similar al del método
LW convencional, el método con nivel de resolución j = 12 presenta una dispersión signi�ca-
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Figura 7-2 : Trayectoria de �̂ en los modelos (a) LW, (b) NuWLWj= 4, (c) NuWLW j= 7, (d) NuWLW j= 12,
para 8 repeticiones de cada método. La línea roja, negra y verde corresponden a los cuantiles 2.5%,
50 % y 97.5%, respectivamente.

tivamente mayor que los otros modelos.

Para matizar la in�uencia de la escala en los primeros periodos de la muestra, se presenta la
Figura 7-3, en la cual se gra�ca la trayectoria de � omitiendo las primeras 200 estimaciones
temporales. En esta Figura se observa claramente que la variabilidad en la trayectoria de la
estimación es menor para los modelos NuWLWj= 4 y NuWLWj= 7, evidenciado por un rango mas
reducido entre cuantiles, mientras que el método NuWLWj= 12, muestra la mayor dispersión en
sus estimaciones.

La Figura 7-4 muestra la trayectoria del estimador del parámetro de persistencia de la vola-
tilidad � . El estimador � en el método LW convencional muestra alta incertidumbre en los
periodos iniciales (1926-1945), pero conforme aumenta t tiende a un valor aproximado de
0.95 con algunas �uctuaciones. Los métodos NuWLWj presentan comportamientos distintos
según el nivel de resolución j . Para j = 4, 7, el comportamiento es similar al método de LW,
pero con �uctuaciones un poco más marcadas. Sin embargo, el método conj = 12 exhibe una
dispersión signi�cativamente mayor, lo que sugiere una mala elección del nivel de resolución
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Figura 7-3 : Trayectoria de �̂ a partir de t = 201 en los modelos (a) LW, (b) NuWLWj= 4, (c) NuWLW j= 7,
(d) NuWLW j= 12, para 8 repeticiones de cada método. La línea roja, negra y verde corresponden a los
cuantiles 2.5%, 50 % y 97.5%, respectivamente.

empleado para la eliminación de ruido en las partículas.

El comportamiento de la estimación de � es similar a � . En la Figura 7-5 se representan las
trayectorias de � omitiendo las primeras 200 observaciones para mejorar la visualización. Se
observa que los métodos propuestos NuWLWj= 4 y NuWLWj= 7 presentan la variabilidad más
baja en la estimación de� mejorando este comportamiento respecto al método convencional
LW. De manera análoga a lo que ocurre con el parámetro� , el método NuWLWj= 12 exhibe la
mayor dispersión en la trayectoria de� , lo que sugiere que el nivel de resoluciónj = 12 no es
adecuado para la eliminación de ruido en el conjunto de partículas.

La Figura 7-6 muestra el comportamiento del parámetro � 2, que modela la variabilidad de SV
y exhibe diferentes niveles de dispersión según el enfoque utilizado. En particular, los métodos
NuWLWj= 4 y NuWLWj= 7 muestran una menor dispersión en comparación con el método LW
convencional, que presenta un nivel de dispersión intermedio. En contraste, el caso NuWLWj= 12

presenta el nivel más alto de variabilidad en la estimación de� 2. Este comportamiento es con-
sistente con los resultados observados en� y � , donde se aprecia una mayor estabilidad cuando
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Figura 7-4 : Trayectoria de ˆ� en los modelos (a) LW, (b) NuWLWj= 4, (c) NuWLW j= 7, (d)
NuWLWj= 12, para 8 repeticiones de cada método. La línea roja, negra y verde corresponden a
los cuantiles 2.5 %, 50% y 97.5 %, respectivamente.

la serie de� 2 presenta valores más bajos.

En las grá�cas, se observa que el método NuWLWj= 12 es el más afectado por los valores ex-
tremos al inicio del período, lo que muestra una mayor separación entre los cuantiles 2.5 % y
97.5 % a lo largo del tiempo. En contraste, NuWLWj= 4 y NuWLWj= 7 exhiben una menor dis-
persión y una tendencia más rápida, donde las trayectorias de� y � 2 se acercan a un valor
constante conforme aumentat .

La Figura 7-7 compara las estimaciones de SV para la acción GE entre 1926 y 1999, obtenidas
con diferentes variantes del �ltro de partículas LW. El método NuWLWj= 4 se caracteriza por
generar una serie de volatilidad más irregular y con picos más pronunciados, mientras que el
�ltro LW convencional y NuWLW j= 7 tienden a producir estimaciones más estables, con inter-
valos cuantílicos más estrechos.

El método NuWLWj= 12, por su parte, se distingue por su mayor suavizado, resultado de la eli-
minación de una mayor cantidad de ruido en las partículas. En los primeros años de la serie, el
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Figura 7-5 : Trayectoria de ˆ� a partir de t = 201 en los modelos (a) LW, (b) NuWLWj= 4, (c) NuWLW j= 7,
(d) NuWLW j= 12, para 8 repeticiones de cada método. La línea roja, negra y verde corresponden a los
cuantiles 2.5%, 50 % y 97.5%, respectivamente.

�ltro LW convencional y los métodos NuWLW j= 4 y NuWLWj= 7 muestran una mayor capacidad
para capturar los cambios repentinos en la volatilidad, evidenciada por picos más pronuncia-
dos en comparación con el enfoque más suavizado de NuWLWj= 12.

Las Figuras7-2 a 7-7 ofrecen una representación visual que permite evaluar como la elec-
ción del método y el nivel de resolución en los algoritmos NuWLWj in�uyen en la estimación
del modelo SV. De lo resultados obtenidos en esta sección se deduce que seleccionar adecua-
damente el nivel de suavizado de las partículas, a través del nivel de resoluciónj mejora el
comportamiento de las estimaciones del modelo SV en los log-retornos de la acción GE.

Además, si el objetivo es capturar los detalles �nos y �uctuaciones más sutiles de la volati-
lidad en las acciones GE, los métodos NuWLWj= 4 o NuWLWj= 7 pueden ser más adecuados.
Estos métodos ofrecen una representación más detallada de las dinámicas de la volatilidad, lo
que puede ser útil para análisis que requieren una mayor precisión en la captura de eventos
extremos o cambios repentinos para esta acción.
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Figura 7-6 : Trayectoria de ˆ� 2 en los modelos (a) LW, (b) NuWLWj= 4, (c) NuWLW j= 7, (d) NuWLW j= 12,
para 8 repeticiones de cada método. La línea roja, negra y verde corresponden a los cuantiles 2.5%,
50 % y 97.5%, respectivamente.

Figura 7-7 : SV estimada de los retornos de las acciones GE con los modelos, (a) LW, (b) NuWLWj= 4,
(c) NuWLW j= 7, (d) NuWLW j= 12, para 8 repeticiones de cada método. La línea roja, negra y verde
corresponden a los cuantiles 2.5 %, 50% y 97.5%, respectivamente.
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7.2. Estimación de la volatilidad estocástica con exceso de

curtosis

La inclusión de la distribución t-Student en el modelo de �ltrado de partículas aporta herra-
mientas que permiten capturar características inherentes a los retornos �nancieros, como las
colas pesadas y el consecuente exceso de curtosis en la distribución de las observaciones. Sin
embargo, si bien el modelo puede mejorar la estimación de la SV en términos de precisión,
representación de los picos de volatilidad y robustez frente a valores extremos, también es
cierto que su inclusión puede adicionar mayor ruido y variabilidad en las estimaciones de los
parámetros.

Para capturar el efecto de la curtosis observada en las series �nancieras, se asume que la ecua-
ción de observación sigue una distribución t-Student, incorporando así el efecto de colas pe-
sadas. Esta especi�cación se integra en el modelo LW, siguiendo la metodología propuesta por
Lopes & Tsay (2011):
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�
, representa la distribución t-Studentcon � grados de libertad, parámetro de

localización � y de escala� 2. La función B(a, b) corresponde a la distribución Beta con pa-
rámetros de localización y escalaa, b respectivamente. Las distribuciones a priori para los
parámetros � =

�
� , � , � 2

�
y la variable latente ht , son similares como se de�nió en la sección

anterior.

A continuación, se implementa el �ltro NuWLW j= 7 ya que en el análisis de la sección anterior
este enfoque presentó un buen ajuste en términos de variabilidad y de estimación de sus pa-
rámetros. Siguiendo a Lopes & Tsay (2011), en la Figura7-8 se muestra la distribución de los
grados de libertad � de la distribución t-Studenten algunos puntos del tiempo.

La distribución t-Student se caracteriza por poseer colas pesadas, lo que implica una mayor
probabilidad de ocurrencia de eventos extremos en comparación con la distribución normal.
Esta propiedad es relevante en el modelado de retornos �nancieros, debido a los hechos estili-
zados que evidencian la presencia de picos pronunciados y eventos atípicos en las colas de la
distribución de los retornos.
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La forma de la distribución t-Studentestá determinada por sus grados de libertad� , valores ba-
jos de � la distribución exhibe colas más pesadas lo que permite una mejor adecuación a datos
con alta dispersión y eventos extremos. Conforme los grados de libertad aumentan, la distri-
bución converge progresivamente a una distribución normal estándar. Esta propiedad permite
que la distribución t-Studentla �exibilidad para modelar tanto comportamientos con picos ex-
tremos hasta situaciones con volatilidad más moderada, lo cual que una condición importante
en modelos SV aplicados a retornos �nancieros.

El modelo de probabilidad posterior (MPP) en un modelo SV con observaciones que siguen
una distribución t- Studentse estructura de la siguiente manera:

Suponga que yt representan los retornos �nancieros observados hasta el tiempot , y que la
variable latente ht es la representación de la volatilidad que se quiere estimar. La función
de verosimilitud condicional para la observación t , dada la variable latente y los parámetros
� =

�
� , � , � 2, �

�
, se de�ne en la ecuación (7-1), es decir, la distribución t-Studentcon media

0, escala expf ht=2g y � grados de libertad.

Asumiendo independencia condicional, la verosimilitud para los retornos y1:T es:

p ( y1:T jh1:T , � ) =
TY

t = 1

p( yt jht , � ) .

para estimar el modelo de probabilidad posterior de los grados de libertad� t en diferentes
puntos temporales, se asume una distribución a priori parap(� ), y se calcula la posterior
condicional:

p (� j y1:T , h1:T) / p (� )
TY

t = 1

p( yt jht , � ) .

El MPP se estima de forma que la verosimilitud se obtiene directamente del modelo secuencial
de �ltrado de partículas y la a priori para � se asume uniforme Lopes & Tsay (2011). Este
esquema permite observar cómo los grados de libertad� t se distribuyen y evolucionan en el
tiempo, capturando las dinámicas de los eventos extremos de la distribución de los retornos.

Según Figura 7-8, se observa que el modelo de probabilidad posterior (MPP) de los grados
de libertad � evoluciona a lo largo del tiempo. Al inicio en t = 1, la distribución de � mues-
tra una mayor probabilidad para valores bajos, lo que sugiere que la distribución t-Studentse
ajusta a colas más pesadas en este periodo. Sin embargo, a medida quet aumenta, la distribu-
ción se dispersa hacia valores más altos de los grados de libertad. Hacia el �nal de la ventana
de tiempo ( t = 444,622, 800), la distribución tiende a concentrarse en valores especí�cos de
� = 8,9, 12,18, indicando una estabilización del nivel de curtosis. Esto implica que los datos
evolucionan gradualmente desde un modelo con características similares a una distribución
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Figura 7-8 : Modelo de Probabilidad posterior (MPP) para el número de grados de libertad� de la
distribución t- Student, en (a) t = 1, (b) t = 134, (c) t = 222, (d) t = 444, (e) t = 622, (f) t = 800.

t-Studentde colas pesadas hacia un modelo más cercano a una distribución gaussiana de colas
�nas.

Teniendo en cuenta la información obtenida en la Figura7-8, se procede a estimar la SV con
cuatro modelos propuestos. NuWLWj= 7 � Normal, es el modelo para estimar SV asumiendo
que la función de verosimilitud en el algoritmo de �ltrado de partículas se aproxima con una
distribución normal como en la ecuación (5-4). Este modelo es el mismo desarrollado en la
sección anterior (NuWLWj= 7) y se expone nuevamente como referencia para el contraste con
los resultados obtenidos con los modelos basados en la función de verosimilitud t-Student.

De esta manera, los 3 modelos restantes, NuWLWj= 7 � t9, NuWLWj= 7 � t11 y NuWLWj= 7 � t18

toman como referencia la función de verosimilitud enmarcada por la ecuación (7-1), con los
grados de libertad correspondientes que se exponen en cada modelo. A partir de estos mode-
los se obtienen las trayectorias de los estimadores del vector de parámetros� =

�
� , � , � 2

�
y la

volatilidad estimada ĥt .

Las Figuras7-9 y 7-10 presentan la trayectoria de la estimación del parámetro de reversión a
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la media � , en los modelos con distribuciones Normal y t-Studentconsiderando � = 9, 12,18
grados de libertad. La Figura7-9 muestra la evolución de� a lo largo de toda la muestra, mien-
tras que la Figura7-10 se centra en el comportamiento a partir de 1945. Esta segunda ventana
temporal permite analizar la tendencia de la estimación de� en la parte �nal del periodo, evi-
tando la in�uencia de la alta volatilidad inicial. En todos los modelos, las estimaciones tienden
rápidamente hacia un valor constante.

Figura 7-9 : Trayectoria de �̂ en los modelos (a) NuWLWj= 7 � Normal, (b) NuWLW j= 7 � t9, (c)
NuWLWj= 7 � t12, (d) NuWLW j= 7 � t18. La línea roja, negra y verde corresponden a los cuantiles 2.5%,
50 % y 97.5%, respectivamente.

Inicialmente, se observa una mayor variabilidad en los modelos NuWLWj= 7� Normal y
NuWLWj= 7 � t18. Esta variabilidad se debe al efecto de las colas pesadas en los primeros años
de la serie de retornos. El modelo NuWLWj= 7 � t9 capta mejor este efecto. En todos los modelos
se observa que a medida que avanza el tiempo, los cuantiles 2.5 % y 97.5%, convergen hacia
un rango más estrecho. En la Figura7-10 los modelos basados en la distribución t-Student,
NuWLWj= 7 � t9 y NuWLWj= 7 � t18 muestran que el valor de convergencia se estabiliza alrede-
dor de 0.2.
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Figura 7-10 : Trayectoria de �̂ en los modelos (a) NuWLWj= 7 � Normal, (b) NuWLW j= 7 � t9, (c)
NuWLWj= 7 � t12, (d) NuWLW j= 7 � t18. La línea roja, negra y verde corresponden a los cuantiles 2.5%,
50% y 97.5 %, respectivamente a partir de 1945.

En las Figuras7-11 y 7-12, se observa el comportamiento del parámetro de persistencia de la
volatilidad, � . Similar a lo ocurrido con el parámetro � , se presenta una alta variabilidad en
los valores iniciales de la serie de retornos, siendo esta situación más notable en el enfoque
NuWLWj= 7 � Normal. Sin embargo, después de este periodo de alta dispersión, se observa una
convergencia rápida hacia un valor puntual en todos los métodos propuestos. Esto se evidencia
en la reducción de la distancia entre los cuantiles 2.5 % y 97.5%, que se hace más estrecha
conforme se incrementat .

La Figura 7-12 muestra el comportamiento del parámetro � a partir del año 1945. Esto con
el �n de observar la convergencia de la estimación sin el efecto de la variabilidad al inicio del
periodo. Los modelos NuWLWj= 7 � Normal y NuWLW j= 7 � t9 presentan un alto grado de ajuste
asumiendo un valor de convergencia puntual de� � 0.95. El modelo NuWLWj= 7 � t18 también
converge a este valor, pero el rango entre los percentiles 2.5 % y 97.5 % es más amplio, lo que
indica una mayor incertidumbre en la estimación. Por otro lado, el modelo NuWLWj= 7 � t12

tiene un rango entre cuantiles más estrecho, pero su valor de convergencia puntual es ligera-
mente superior.
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