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Resumen

La predicción de series de tiempo es un área clásica de estudio en estad́ıstica y un campo en cre-
cimiento del Aprendizaje Automático (o Machine Learning en inglés). El presente trabajo pretende
comparar el desempeño para predecir un paso adelante en series de tiempo multivariadas entre los
modelos estad́ısticos clásicos —Vector Autorregresivo (VAR) y Modelo de Corrección de Errores Vec-
toriales (VECM)— y los modelos de Machine Learning —Perceptrón Multicapa (MLP), Long Short
Term Memory (LSTM) y Gated Recurrent Unit (GRU). Como una alternativa a ambos tipos de mode-
los se consideró la combinación de pronósticos de varios modelos estad́ısticos y de Machine Learning
para mejorar las predicciones. El desempeño de las predicciones se examinó mediante las métricas del
error observado: Error Cuadrático Medio (ECM), Error Absoluto Medio (EAM) y la Ráız del Error
Cuadrático Medio (RECM). Además, se contrastó la diferencia estad́ıstica entre las predicciones me-
diante una prueba Diebold-Mariano y de abarcamiento (o encompassing en inglés) multivariada. Para
la construcción de los resultados emṕıricos se utilizaron siete series de tiempo multivariadas de dife-
rentes ámbitos (econoḿıa, finanzas, epidemioloǵıa, meteoroloǵıa, violencia y sociedad).

Palabras clave: Series de tiempo multivariadas, Predicción de series de tiempo, Modelos de

Aprendizaje Automático, Modelos estad́ısticos, Prueba Diebold-Mariano, Prueba de abarcamiento

multivariada, Error Cuadrático Medio (ECM).
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A comparison between statistical models and Ma-
chine Learning for the prediction of multivariate time
series

Abstract

Time series prediction is a classical area of study in statistics and a growing field in Machine Learning.
This paper aims to compare the performance of classic statistical models — Vector Autoregressive
(VAR) and Vector Error Correction Model (VECM) — with Machine Learning models — Multila-
yer Perceptron (MLP), Long Short-Term Memory (LSTM), and Gated Recurrent Unit (GRU) —
for one-step-ahead prediction in multivariate time series. As an alternative to both types of models,
the combination of forecasts from various statistical and Machine Learning models was considered
to improve predictions. The prediction performance was examined using the following error metrics:
Mean Squared Error (MSE), Mean Absolute Error (MAE), and Root Mean Squared Error (RMSE).
Additionally, the statistical difference between predictions was tested using the Diebold-Mariano test
and multivariate encompassing test. For the construction of empirical results, seven multivariate time
series from different domains (economy, finance, epidemiology, meteorology, violence, and society)
were used.

Palabras clave: Multivariate time series, Time series prediction, Machine Learning models, Sta-

tistical models, Diebold-Mariano test, Multivariate encompassing test, Mean Squared Error (MSE).
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A.1. Hiperparámetros seleccionados para la estimación de los modelos . . . . . . . . . . xlvii

xii
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1. Introducción

La predicción de series de tiempo es un área de interés tanto en la estad́ıstica como en el Aprendi-
zaje Automático (ML, por sus siglas en inglés). La razón de su utilidad es evidente, ya que permite
predecir, para uno o varios periodos adelante, el estado futuro de una variable aleatoria de interés
indexada en el tiempo basándose en la información hasta el tiempo considerado. Las predicciones
permiten tomar decisiones con mejor información en múltiples contextos de la econoḿıa, finanzas,
epidemioloǵıa, meteoroloǵıa, violencia y sociedad, entre otras.

Aunque en la estad́ıstica el estudio de la series de tiempo es una área clásica de estudio, que co-
menzó en la década de los veinte y treinta del siglo pasado, para el ML es un área en crecimiento.
Si bien la construcción de los primeros modelos de redes neuronales datan de mediados de los años
cincuenta, los primeros modelos de redes neuronales recurrentes que tratan eficientemente los datos
secuenciales surgieron a finales de la década de los noventa del siglo pasado. El LSTM y GRU, las
capas más utilizadas para la predicción de series de tiempo actualmente, surgieron en 1997 y 2014
respectivamente (Chung et al., 2016) (Hochreiter et al., 2006).

Ha sido el desarrollo de nuevas tecnoloǵıas computacionales lo que ha permitido la implementación
de los modelos de ML. Como afirma la Royal Society (2017): “The increased ability of computers to
process this data has been central to supporting recent advances. For example, while processors in
the 1970s could carry out 92.000 instructions per second, the processors in smartphones today can
carry out billions of instructions per second”. Este aumento en la predicción de series de tiempo con
ML, que ha desplazado el uso de los modelos estad́ısticos clásicos, invita a comparar el desempeño
de sus predicciones.

Una muestra de la importancia del estudio de la predicción de series de tiempo es el desarrollo
de las M-competiciones. Esta serie de competiciones abiertas, lideradas por Spyros Makridakis desde
1982, busca evaluar y comparar la precisión de diferentes métodos de series de tiempo para predecir
series reales. En 2020, se desarrolló la quinta competencia que contó con la participación de cerca
de 6.000 personas y equipos. En esta edición se premió a aquellos participantes con las predicciones
más precisas sobre un conjunto de datos suministrado por la empresa Walmart.

Esta investigación tiene como objetivo comparar el desempeño en las predicciones un paso adelante
para series de tiempo multivariadas entre los modelos estad́ısticos clásicos —Vector Autorregresivo
(VAR) y Modelo de Corrección de Errores Vectoriales (VECM) — y los modelos de ML —Perceptrón
Multicapa (MLP), Long Short Term Memory (LSTM) y Gated Recurrent Unit (GRU). Para ello se
utilizaron las métricas de error: Error Cuadrático Medio (ECM), Error Absoluto Medio (EAM) y la
Ráız del Error Cuadrático Medio (RECM), junto con las pruebas Diebold-Mariano y de encompassing
multivariadas. Se incluye, además, con los pronósticos resultantes de los modelos estad́ısticos y del
ML, combinaciones de pronósticos, que también son incorporadas a la comparación.

Se usaron siete series de tiempo multivariadas para la comparación de las predicciones. Estas in-
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cluyen una serie macroeconómica, una serie de consumos de agua en el sector residencial, una serie
de precios de la enerǵıa eléctrica, una serie de contagiados, recuperados y muertos por COVID-19,
una serie de número de delitos ocurridos en Bogotá, una serie de variables meteorológicas y una serie
de precios de acciones financieras. Estas series fueron seleccionadas puesto que son representativas
de varios ámbitos de interés. Además, las series univariadas, que componen a cada una de las series
multivariadas, no dependen solo de su pasado sino de su interrelación con las otras series univariadas
consideradas.

Este documento se encuentra organizado como sigue. En la Sección 2 se presentan el objetivo general
y los objetivos espećıficos de la investigación. En la Sección 3 se presenta una breve revisión de la
literatura más importante sobre la comparación de modelos estad́ısticos y de ML para la predicción
de series de tiempo multivariadas. En la Sección 4 se presenta una descripción de las series de tiempo
utilizadas para la realización de la comparación, la cual incluye el número de variables y periodos
considerados por serie, aśı como su temática y fuente de información.

En la Sección 5 se presenta el marco teórico de la investigación, el cual está compuesto de una
revisión de: 1) los modelos estad́ısticos y de ML comparados; 2) las métricas de error observadas;
3) las pruebas Diebold-Mariano y de encompassing multivariadas usadas en la comparación; y 4)
los métodos para la combinación de pronósticos considerados. En la Sección 6 se introduce la me-
todoloǵıa utilizada en la investigación, que incluye una exposición de los métodos usados para la
preparación de los datos, el ajuste y validación de los modelos y su evaluación por medio de las
métricas de error y las pruebas estad́ısticas utilizadas.

Finalmente, en la Sección 7 y Sección 8 se presentan los resultados y las conclusiones de la in-
vestigación respectivamente, en las que se exponen las salidas de la comparación por medio de las
métricas de error y las pruebas estad́ısticas. En la Sección 9 y Sección 10, de otra parte, se encuentran
las referencias bibliográficas y los anexos a la investigación.
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2. Objetivos

2.1. Objetivo General

Comparar el desempeño de los modelos estad́ısticos clásicos y de Machine Learning para predecir
series de tiempo multivariadas.

2.2. Objetivos Espećıficos

Ajustar modelos de series de tiempo de la estad́ıstica clásica y del Machine Learning, para luego
obtener predicciones con las series de tiempo multivariadas emṕıricas seleccionadas.

Calcular las métricas de error (ECM, RECM y EAM), junto con los estad́ısticos de la prueba
Diebold-Mariano y encompassing multivariada, para los modelos considerados.

Construir combinaciones de pronósticos, a partir de los modelos de estad́ıstica clásica y ML
estudiados, para su comparación.
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3. Revisión de Literatura

Varios art́ıculos cient́ıficos han realizado con anterioridad comparaciones entre modelos estad́ısticos
o de ML para evaluar el desempeño de sus predicciones en series de tiempo. La mayoŕıa, sin embargo,
lo ha hecho con series de tiempo univariadas. En 2019, Yamak, Yujian y Gadosey compararon los
modelos Autoregressive Moving Average (ARIMA), LSTM y GRU para la predicción del precio del
bitcoin. Los autores realizaron la comparación en dos sentidos: en términos de la precisión de las
predicciones (medido con las métricas de error) y en términos de su tiempo de implementación. El
resultado obtenido fue que el modelo ARIMA era mejor en ambos sentidos.

En 2018, Baquero, Reis y Chiaravalloti-Neto compararon los modelos Generalized Additive (GAM),
Seasonal Autoregressive Integrated Moving Average (SARIMA), MLP y LSTM para predecir la inci-
dencia del dengue en Brasil. Encontraron que el modelo con las predicciones más precisas, medido
por las métricas de error, fue el GAM. Además, los autores ajustaron un modelo de combinación de
pronósticos, con el promedio de las predicciones de los modelos GAM, MLP y SARIMA, encontrando
que su predicción fue la segunda más precisa. Para el análisis, los autores dividieron la serie de tiempo
en una porción de validación y otra de entrenamiento.

Pathak, Ba, Ploennings y Roy (2018) compararon los modelos GAM —junto con un GAM auto-
rregresivo, SARIMAX, MLP y LSTM para la predicción del uso de gas para grandes construcciones.
Los autores encontraron que el mejor desempeño, de nuevo medido por las métricas de error (ECM,
ECM normalizado y R2), para predecir la serie de tiempo era el del modelo LSTM. Sin embargo,
destacaron algunas ventajas del modelo GAM: un tratamiento más sencillo de los datos faltantes y
mayor interpretabilidad de los parámetros.

Finalmente, en 1999, Zhang, Patuwo y Hu realizaron un estudio de comparación con series de tiempo
univariadas simuladas para medir la precisión del modelo MLP en comparación al modelo ARIMA.
Los autores concluyen que, en general, variando el número de capas ocultas y nodos de entrada,
el MLP reporta predicciones más precisas que el modelo ARIMA para series de tiempo no lineales.
Lo novedoso de este art́ıculo es que, en comparación con los anteriores, las series utilizadas para la
comparación fueron simuladas. Además, por otra parte, se realizaron pruebas t pareadas para probar
la diferencia estad́ıstica de las predicciones.

El breve repaso que se hizo sobre algunos estudios anteriores fue, sin embargo, sobre modelos con
series de tiempo univariadas. En 2021, Dissanayake, Hemachandra, Lakshitha, Haputhanthri y Wija-
yasiri realizaron una comparación entre los modelos ARIMAX, ARIMA con variables exógenas, VAR
y LSTM para una serie multivariada sobre el volumen de tráfico de corto plazo en Austin, Texas. Los
autores realizaron una comparación muy similar a la de los estudios univariados, calculando y con-
trastando las métricas de los errores. La conclusión de este estudio fue que el modelo VAR reportaba
las predicciones más precisas entre todos los modelos.

Goel (2016) comparó las predicciones de los modelos multivariados VAR y LSTM para las mediciones
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3. Revisión de Literatura

realizadas en vuelos reales por los sensores de avión. Encontró que el desempeño de las predicciones
realizadas por el modelo VAR era superior signficativamente al del modelo LSTM. Se consideró en
esta investigación dos versiones del modelo LSTM: uno estándar y el otro secuencial encoder-decoder
para predicciones multipaso. Asimismo, realizó las predicciones con base en información real y simu-
lada, encontrando en todos los casos que el VAR se desempeñaba mejor.

Aji y Surjandari (2020) compararon los modelos VAR, LSTM y GRU para la predicción de una
serie multivariada sobre el precio de combustible para aviones. Los autores construyeron, además,
modelos h́ıbridos VAR-LSTM y VAR-GRU para la optimización de los parámetros y las entradas de
los modelos de ML. De esta manera, los autores encontraron que el modelo con mayor precisión en
las predicciones fue el VAR-GRU, seguido del VAR-LSTM. Es importante destacar que, de nuevo, al
igual que en el caso de los modelos univariados, la forma de realizar la comparación fue mediante las
métricas de error del modelo.

Kolekar (2020) comparó los modelos VAR, VECM, ARIMAX y LSTM para la predicción de part́ıcu-
las en suspensión del agua, mediante una serie multivariada de la acidez y la turbidez. Encontró,
mediante la evaluación de las métricas de error, que la predicción más precisa fue arrojada por el
modelo LSTM. En el mismo sentido, Shafique (2019) comparó los modelos VAR, MLP y LSTM para
la predicción de los niveles de ozono en el aire. El autor encontró, con la misma metodoloǵıa de los
art́ıculos anteriores, que el modelo más preciso, de un 10% a 20%, fue el LSTM.

Finalmente, Wang y Bessler (2004) realizaron una comparación entre modelos VAR y VECM de
rango completo e incompleto para series relacionadas con el consumo de cerdo en Estados Unidos.
Aunque su comparación no incluyó modelos de ML, śı incorporó pruebas Diebold-Mariano y encom-
passing multivariadas para validar sus resultados. De igual manera, también comparó las métricas de
error entre los modelos, haciéndolo para diferentes horizontes en la predicción.

Como se puede observar, en los últimos 25 años se han realizado varias investigaciones que tie-
nen como objetivo comparar la precisión de diferentes métodos de predicción de series de tiempo.
Este aumento puede deberse al surgimiento en 1997 del teorema “No free lunch”, el cual afirma que
no hay un método de aprendizaje estad́ıstico que domine a los demás en todos los conjuntos de datos.
Mientras que en un conjunto de datos un método puede funcionar mejor que todos, otro método en
un conjunto de datos similar puede superarlo. Seleccionar el mejor método para un conjunto de datos
es uno de los desaf́ıos más importantes al comenzar una investigación. La investigación ha buscado
regularidades en las series de tiempo estudiadas que permitan aproximarse al mejor método posible
de predicción para un serie emṕırica arbitraria (James et al., 2021).

Esta breve revisión de la literatura sobre el problema a abordar en esta investigación nos arroja
algunas regularidades. En primer lugar, la mayoŕıa de los art́ıculos, tanto univariados como multi-
variados, comparten una misma metodoloǵıa: el ajuste de los mejores modelos considerados y su
comparación mediante las métricas de error. Solo dos art́ıculos, Zhang, Patuwo y Hu (1999) y Wang
y Bessler (2004), utilizaron pruebas de hipótesis para verificar la significancia estad́ıstica de la dife-
rencia de las predicciones entre modelos.

En segundo lugar, la mayoŕıa de los art́ıculos trabaja con series univariadas y multivariadas emṕıricas,
solo dos de los consultados realizaron la comparación con series simuladas. Además, se realizaron
las investigaciones con una sola serie emṕırica. Esto conduce a que la generalidad sobre las conclu-
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siones sea reducida. En tercer lugar, algunos art́ıculos introducen metodoloǵıas de combinación de
pronósticos, tanto en el pre-procesamiento como en el resultado de la predicción. Aún no está claro
si la introducción de estas metodoloǵıas mejora la precisión de las predicciones.
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4. Datos

La primera serie multivariada utilizada fue una serie macroeconómica compuesta de cuatro variables:
inflación, dinero disponible (M1), tasa representativa del mercado (TRM) y reservas internacionales.
La información de estas variables fue extráıda del Banco de la República de Colombia para el periodo
de enero de 1993 hasta julio de 2022 con periodicidad mensual. La segunda serie multivariada uti-
lizada compila los consumos de agua por tipo de cliente residencial: estrato 1, estrato 2, estrato 3,
estrato 4, estrato 5 y estrato 6. La información de estas variables fue extráıda de la Superintendencia
de Servicios Públicos Domiciliarios de Colombia para el periodo de enero de 2014 hasta agosto de
2022 con periodicidad mensual.

La tercera serie multivariada utilizada está compuesta de seis variables meteorológicas: tempera-
tura máxima, temperatura ḿınima, humedad, precipitación, velocidad del viento y radiación solar
en Bogotá. La información de estas variables fue extráıda del portal accuweather para el periodo de
01/07/2017 hasta 01/09/2022 con periodicidad diaria. La cuarta serie multivariada utilizada compila
el número de contagios, recuperados y muertos por COVID-19 en Colombia. La información de estas
variables fue extráıda del Instituto Nacional de Salud para el periodo 01/03/2020 hasta 30/07/2021
con periodicidad diaria.

La quinta serie multivariada utilizada está compuesta de tres series de precios por sector de enerǵıa:
regulado, no regulado y bolsa. La información de estas variables fue extráıda de la empresa XM
(administrador del Mercado de Enerǵıa Mayorista) para el periodo de enero de 2014 hasta junio de
2022. La sexta serie multivariada utilizada compila el número de homicidios, hurtos, asaltos sexuales y
casos de violencia intrafamiliar en Bogotá. La información de estas variables fue extráıda de la Polićıa
Nacional de Colombia para el periodo 01/01/2010 hasta 31/07/2022 con periodicidad diaria.

Finalmente, la séptima serie multivariada está compuesta de tres series de precios de acciones de
bancos colombianos: Bancolombia, Banco de Bogotá y Banco Davivienda. La información de es-
tas variables fue extráıda de la Bolsa de Valores de Colombia para el periodo 01/01/2014 hasta
27/05/2022 con periodicidad diaria. En el Cuadro 4.1 se presenta un resumen de la información
disponible para las serie de tiempo multivariadas seleccionadas.

En el Anexo 2 se presentan las gráficas del comportamiento de las siete series multivariadas conside-
radas.

xx



Cuadro 4.1.: Descripción series de tiempo multivariadas.

Serie multi-
variada

Número de
variables

Periodicidad Número de
observa-
ciones por
variable

Fecha % datos
at́ıpicos

Macroeconómi-
cas

4 Mensual 355 01/1993-
07/2022

0

Consumo
agua

6 Mensual 104 01/2014-
08/2022

1,7

Clima 6 Diaria 1889 01/07/2017-
01/09/2022

2,3

Casos
COVID-19

3 Diaria 906 01/03/2020-
30/07/2021

3,7

Precio
enerǵıa
eléctrica

3 Mensual 102 01/2014-
06/2022

0

Cŕımenes 4 Diaria 4595 01/01/2010-
31/07/2022

0,2

Precio accio-
nes financie-
ras

3 Diaria 3067 01/01/2014-
22/05/2022

0

Nota: El cuadro reporta las principales caracteŕısticas de las series de tiempo multivariadas
consideradas. Especificamente, el número de variables (series univariadas) que componen la
serie, periodicidad, número de observaciones por serie, fecha de inicio y final y porcentaje de
datos at́ıpicos.
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5. Marco Teórico

El marco teórico de esta investigación está compuesto de cuatro partes. La primera es la teoŕıa de
los modelos de estad́ıstica clásica y de ML que se compararán: VAR, VECM, MLP, LSTM y GRU.
La segunda se refiere a las métricas de error observadas. La tercera se enfoca en las especificaciones
teóricas de la prueba de hipótesis Diebold-Mariano y encompassing multivariada para la comparación
de las predicciones. Y finalmente, la cuarta, se centra en los métodos de combinación de pronósticos.

5.1. Modelos Estad́ısticos

5.1.1. Vector Autorregresivo (VAR)

Un modelo VAR, Vector Autorregresivo, de orden p -VAR(p)- se define de la siguiente manera:

xt = Ao + A1xt−1 + ...+ Apxt−p + et;

donde xt es un vector de g variables aleatorias, Ao es un vector de interceptos de tamaño g × 1, Ai

es una matriz de coeficientes de tamaño g× g y et es un vector de errores de tamaño g× 1 y matriz
de varianzas y covarianzas Σ.

El modelo VAR(p), utilizando el operador de rezago L, admite la siguiente representación:

(Ig − A1L− ...− ApL
p)xt = Ao + et

A(L)xt = Ao + et.

El modelo VAR es estacionario si las ráıces del polinomio z que satisfacen la siguiente condición:

det(Ig − A1z − ...− Apz
p) = 0

se encuentran por fuera del ćırculo unitario.

Algunos aspectos importantes a considerar del VAR son:

El orden p del modelo VAR puede ser elegido de dos maneras: minimizando los criterios de
información (Akaike, Bayesiano, Hannan y Quinn, entre otros) o con pruebas de razón de
verosimilitud.

Suponiendo que el error del modelo se distribuye con normalidad y ruido blanco, entonces los
parámetros pueden ser estimados mediante el método de máxima verosimilitud.

Existe una solución anaĺıtica para estimar los parámetros. Si el proceso es integrado de orden 0,
I(0), y gaussiano, el estimador de máxima verosimilitud coincide con el de ḿınimos cuadrados
ordinarios (Hoyos, 2019).
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5.1. Modelos Estad́ısticos

Una vez estimados los parámetros del modelo VAR, la predicción un periodo adelante, suponiendo
que los datos terminan con el periodo T , puede obtenerse utilizando la relación

Etxt+1 = Ao + A1xt + ...+ Apxt−p+1.

En los modelos VAR se pueden incorporar variables explicativas exógenas de la forma

xt = Ao + A1xt−1 + ...+ Apxt−p +Gwt + et;

donde wt es un vector de h variables exógenas y G es una matriz de coeficientes de tamaño h× g.
Suponiendo que en este caso, la esperanza condicional E(et|xt−j, wt−j) = 0 para j = 1, , , T . En el
caso de esta investigación, las variables exógenas corresponderán a variables dummies para incorporar
el componente estacional de las series de tiempo multivariadas.

5.1.2. Cointegración y Modelo de Corrección de Errores Vectoriales
(VECM)

En presencia de cointegración, los estimadores del modelo VAR pueden ser sesgados y la inferencia
sobre ellos puede no ser válida. Por lo tanto, se propone un modelo VECM, el cual puede ser definido
como un modelo VAR reparametrizado para variables cointegradas.

En este contexto, la cointegración se define de la siguiente manera:

El vector xt está cointegrado si existe una matriz β de dimensión g × q de rango columna com-
pleto y donde 0 < q < g, tal que las q combinaciones lineales βTxt son I(0).

El modelo VECM(p − 1), conocido como Modelo de Corrección de Errores Vectoriales, puede ser
representado como

∆xt = Ao +Πxt−1 +Π1∆xt−1 + ...+Πp−1∆xt−p+1 + et.

Este modelo se escribe en términos de la variable rezagada a nivel xt−1 y la variable diferenciada y
sus rezagos ∆xt−1.

La cointegración está determinada por la singularidad de Π. Cuando Π tiene rango completo se
estima un VAR(p), cuando el rango es reducido se estima un VECM(p − 1) y cuando el rango es 0
se estima un VAR(p− 1) en primeras diferencias.

Para testear la presencia de relaciones de cointegración puede realizarse la prueba de cointegración
de Johansen (en su versión de traza o valores propios). Esta consiste en estimar

∆xt = A∗
o +Π∗x∗

t−1 +Π1∆xt−1 + ...+Πp−1∆xt−p+1 + et;

donde A∗
o, Π

∗ y x∗
t−1 cambian si la prueba incluye constante y tendencia temporal lineal. Por ejemplo,

en el caso sin constante y sin tendencia lineal A∗
o = 0, Π∗ = Π− Πµ0 y x∗

t−1 = [x
′
t−1, 1]

′
, siendo µ0

un vector de constantes. Posteriormente, se debe calcular el estad́ıstico de prueba. En el caso de la
prueba de traza

Jtr = −T
g∑

j=q+1

log(1− λj).
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5. Marco Teórico

Y en el caso de la prueba del valor propio

Jvp = −T log(1− λq+1);

donde T es el número de periodos de la serie, λj es el j-ésimo valor propio ordenado de Π y q es el
número de relaciones de cointegración que se está testeando en una secuencia de pruebas de razón
que tiene como hipótesis

Ho(0) : rango(Π) = 0 vs H1(0) : rango(Π) > 0

Ho(1) : rango(Π) = 1 vs H1(1) : rango(Π) > 1

...

Ho(g − 1) : rango(Π) = g − 1 vs H1(g − 1) : rango(Π) > g.

Cuando la hipótesis nula no pueda ser rechazada por primera vez, es decir, cuando Jtr o Jvp sea
menor que el valor cŕıtico de la prueba para un número de relaciones de cointegración q, este q co-
rresponderá al número de relaciones de cointegración presentes en la serie multivariada (Hoyos, 2019).

De nuevo, como extensión del modelo VAR, suponiendo que el error del modelo VECM se distri-
buye con normalidad y ruido blanco, entonces los parámetros pueden ser estimados por medio del
método de máxima verosimilitud. Por otro lado, las predicciones se obtienen transformando el VECM
en un VAR, teniendo en cuenta que un VECM(p) se corresponde con un VAR(p+ 1).

5.2. Modelos de Machine Learning (ML)

5.2.1. Perceptrón Multicapa (MLP)

Un perceptrón multicapa, también conocido como red neuronal hacia adelante, es una red neuronal
en la que la información fluye de una capa a otra sin conexiones de retroalimentación. Un MLP toma
un vector de n variables x = (x1, x2, ..., xn) y aproxima una función ŷ = f(x) para predecir una
variable o vector de respuesta y, estimando los parámetros θ que mejor la ajustan basados en una
función de pérdida.

Sea XNxn la matriz de datos de entrada, donde n es el número de variables que componen la
serie de tiempo multivariada y N es el número de periodos de las serie. Además, sea r el time step,
esto es, el número de observaciones de rezago que se consideran como ventana para expresar la serie
temporal multivariada como un problema de aprendizaje supervisado. Cada unidad de entrada x del
MLP es de tamaño r × n que al vectorizarse resulta de tamaño 1×m.

Una capa oculta es una función de la forma

w = f (1)(z) = f (1)(xW(1) + b(1));

donde W1 es una matriz m× q cuyas entradas son los pesos wij y b es un vector de interceptos de
tamaño 1× q .f 1() corresponde a una función de activación no lineal.

Un perceptrón multicapa es la anidación de varias capas. Para d capas ocultas, la representación
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matemática del MLP por medio de composición de funciones es la siguiente:

z = f(w) = f (2)(f (1)(xW(1) + b(1))W(2) + b(2))

f(z) = f (3)(f (2)(f (1)(xW(1) + b(1))W(2) + b(2))W(3) + b(3)

...

y = f(.) = f (d)(f (d−1)(...)W(d) + b(d));

donde y es el vector de salida de tamaño 1 × n y cada elemento del vector corresponde al valor
ajustado de una de las series temporales univariadas.

Para el entrenamiento del MLP se debe definir una función de pérdida L(θ) (Error Absoluto Medio,
Error Absoluto Porcentual Medio, Error Cuadrado Logaŕıtmico, etc.). Posteriormente, para la función
elegida se debe optimizar el riesgo, esto es, su valor esperado. El algoritmo de optimización que per-
mite minimizar el riesgo y, con ello, estimar los parámetros del MLP, θ̂, es el gradiente descendente
estocástico.

El procedimiento del algoritmo es el siguente:

1. Se elige aleatoriamente un vector de inicio θ0 para el vector de parámetros θ.

2. En el gradiente de la función de pérdida se evalúa el vector escogido aleatoriamente en el punto

1: ∇L(θ0) = ∂L(θ)
∂θ

∣∣∣
θ=θ0

, el cual indica la dirección en que L(θ) crece más rápido.

3. Se mueve el vector inicial en la dirección contraria del gradiente calculado θ1 ← θ0−ρ∇L(θ0),
siendo ρ la tasa de aprendizaje.

4. Se repiten los puntos 2 y 3 k épocas hasta alcanzar el valor ḿınimo de la función de pérdida
(James et al., 2021).

Las épocas, en relación con el algoritmo, son el número de veces que el algoritmo trabaja sobre todo
el conjunto de los datos de entrenamiento. Una vez estimado el vector de parámetros θ̂, la predicción
un periodo adelante para una nueva unidad de entrada x1 puede obtenerse de la siguiente manera:

ŷ = f(.) = f (d)(x1Ŵ
(d) + b̂(d)).

Las redes neuronales MLP son aproximadores universales, es decir, que usando funciones de activación
arbitrarias son capaces de aproximar una función medible de Borel de un espacio dimensional finito a
otro con un grado de precisión deseado, lo cual se formaliza como sigue.

Teorema de aproximación universal para redes neuronales MLP

Sea f : RN × RN una función Borel-medible y AM = {A(x) : RM × RN |A(x) = xW + b}
donde x, W y b se definen como en el apartado anterior. Entonces cualquier función de la forma:
f(A(x)), puede ser aproximada por una red neuronal MLP con una o más capas ocultas. La prueba
de este teorema se encuentra en (Hornik, 1989).
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5.2.2. Redes Recurrentes

Una red recurrente es una red neuronal donde la matriz XNxn de datos de entrenamiento se com-
pone de datos secuenciales, esto es, de vectores indexados temporalmente. En una red recurrente, a
diferencia de una red convencional, los vectores de la matriz de datos de entrenamiento son proce-
sados secuencialmente uno a uno. Esto permite que el vector de capa oculta st−1 pueda ser usado
recursivamente en el periodo t para N periodos de la serie. Su representación matemática es la
siguiente:

st = g(xtWs + st−1Ss + utUs + bs)

yt = h(Wyst + by);

donde, yt es el vector de salida del periodo t. ut es, por otra parte, un vector de entradas externas
del periodo t y Ws, Ss, Us, bs, Wy y by son las matrices de pesos y los vectores de interceptos de
la capa oculta y el vector de salida. g() y h() son funciones de activación no lineal.

La importancia de las redes neuronales recurrentes radica en que son aproximadores universales de
sistemas dinámicos con una precisión arbitraria, lo cual justifica su uso en aplicaciones emṕıricas. El
teorema que justifica lo anterior es el siguiente (Schäfer, 2006):

Teorema de aproximación universal para redes neuronales recurrentes: Sea g : RI × RJ

una función Borel-medible y h : RJ × Rn una función continua, las entradas externas ut ∈ RI , el
vector de capa oculta st ∈ RJ , y la salida yt ∈ Rn(t = 1, ..., T ). Entonces, cualquier sistema dinámico
de la siguiente forma:

st = g(xt, st−1, ut)

yt = h(st)

puede ser aproximado por una red neuronal recurrente. La prueba de este teorema puede encontrarse
en (Schäfer, 2006).

5.2.2.1 Long Short Term Memory (LSTM)

La red LSTM es un caso espećıfico de una red recurrente. Una composición de capas ocultas que,
aprendiendo de los estados anteriores de un conjunto de datos de entrenamiento, es capaz de capturar
dependencias de largo plazo.

Una capa oculta de una red LSTM se puede descomponer en dos partes. La primera es aquella
en donde se actualizan los componentes del estado de celda en el periodo t:

ft = σ(Wf · [ht−1, xt] + bf )

it = σ(Wi · [ht−1, xt] + bi)

C̃t = tanh(Wc · [ht−1, xt] + bc)

Ct = ft ⊙ Ct−1 + it ⊙ C̃t.

En la literatura, ft se conoce como la puerta del olvido, ya que mediante una función de activación
sigmoide, se decide qué información mantener del vector de la capa oculta del periodo anterior ht−1.
El resultado de esta puerta es un vector de números entre 0 y 1, que indican, a medida que se acerca
a 1, si la información del vector ht−1 es necesaria. El resultado se multiplica, mediante el producto
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de Hadamard, con el estado de celda del periodo anterior Ct.

La función it es conocida, por otro lado, como la puerta de entrada, ya que utiliza una función
de activación sigmoide para decidir qué valores actualizar con el nuevo vector de información. El re-
sultado es un vector de números entre 0 y 1, lo que indica si la nueva información xt debe conservarse.
El resultado se multiplica, mediante el producto de Hadamard, con la función C̃t.

La función C̃t es el vector resultante de la función de activación tangente hiperbólica que indica
cuánto actualizar cada componente de la memoria a largo plazo de la red Ct−1 dados los nuevos
datos. El vector resultante de la multiplicación entre el vector de la puerta del olvido y el estado celda
en el periodo anterior Ct−1 más el resultado del vector resultante de la multiplicación entre el vector
de la puerta de entrada y C̃t da como resultado el nuevo estado de celda Ct.

La segunda parte de la capa oculta se calcula con el nuevo estado de celda Ct de la siguiente
forma:

ot = σ(Wo · [ht−1, xt] + bo)

ht = ot ⊙ tanh(Ct);

donde, ot es una función de activación sigmoide del vector de la capa oculta de periodo anterior ht−1

y la información nueva xt, mientras que ht es el vector de capa oculta del periodo t.

La estimación de los parámetros de la red LSTM, al igual que en el MLP, se realiza con el algo-
ritmo de gradiente descendente estocástico. Estimados los parámetros, la predicción se realiza para
una nueva unidad de entrada x1 de la siguiente manera

ot+1 = σ(Ŵo · [ht, x1] + b̂o).

5.2.2.2 Gated Recurrent Unit (GRU)

La red GRU es otro tipo espećıfico de red recurrente. La diferencia es que la red GRU, en compa-
ración con la red LSTM, solo tiene dos puertas: la de reinicio rt y la de actualización zt. En la red
GRU desaparece la actualización del estado de celda Ct. Las puertas que permiten la actualización
y reinicio de la información se combinan para ajustar el vector candidato de la capa oculta h̃t. La
forma matemática de su capa es la siguiente:

zt = σ(Wzxt + Uzht−1 + bz)

rt = σ(Wrxt + Urht−1 + br)

h̃t = tanh(Wnxt + Un(rt ⊙ ht−1) + bn).

La puerta de reinicio funciona similar a la puerte del olvido de la red LSTM. Su vector resultante,
mediante una función de activación sigmoide, contiene valores de 0 a 1, que indican, entre más cerca
a 1 el resultado, si la información del vector de la capa oculta del periodo anterior ht−1 es necesaria.
Este resultado se combina, mediante el producto de Hadamard, con ht−1 lo que resulta en el vector
candidato de la capa oculta h̃t.
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Posteriormente, la puerta de actualización, la cual funciona similar a la puerta de entrada de la
red LSTM decidiendo qué valores se actualizarán con el nuevo vector de información xt, se combina
con el vector de la capa oculta del periodo anterior y el vector candidato del periodo actual para
obtener ht de la siguiente forma:

ht = (1− zt)⊙ ht−1 + zt ⊙ h̃t

ot = σ(Wo · [ht−1, xt] + bo),

donde, ot es el vector de salida del periodo t.

La estimación de los parámetros de la red GRU, al igual que en el MLP, se realiza con el algo-
ritmo de gradiente descendente estocástico. Estimados los parámetros, la predicción se realiza para
una nueva unidad de entrada x1 de la siguiente manera:

ot+1 = σ(Ŵo · [ht, x1] + b̂o).

5.2.3. Regularización en los modelos de Machine Learning

Los modelos de ML pueden presentar problemas de sobreajuste sobre los datos de entrenamiento,
lo cual puede deberse a dos causas principales: el tamaño reducido e información irrelevante de los
datos de entrenamiento y la complejidad de los modelos (tipo de capas, número de capas y unidades).
Por tanto, se han propuesto varias técnicas de regularización. Aqúı, en particular, se mencionan las
técnicas de Dropout, regularización L1 y regularización L2.

La técnica de Dropout consiste en ignorar unidades al azar (junto con sus conexiones) de la red
neuronal (MLP, GRU o LSTM) durante el entrenamiento. Esto evita que las unidades se adapten
demasiado a los datos de entrenamiento. Para ello se establece una tasa de dropout que puede en-
contrarse entre 0 y 1, que indica la probabilidad que una unidad sea igonorada. Durante el testeo del
modelo, sin embargo, ninguna unidad se ignora, pero si se retiene una unidad con probabilidad p du-
rante el entrenamiento, los pesos salientes de esa unidad se multiplican por p en el testeo (Srivastava
et al., 2014).

Los regularizados L1 y L2, al igual que el Dropout, tienen como propósito evitar que las unidades de
la red neuronal se adapten demasiado al entrenamiento. Para ello, se introducen penalizaciones en
la función de pérdida escogida que se optimiza en el algoritmo de gradiente descendente estocástico
(James, 2021). En términos matemáticos, la función a optimizar se transforma en

L(θ) + λ1

q∑
i=1

|θi|+ λ2

q∑
i=1

θ2i ;

donde, λ1 y λ2 corresponden a los factores de penalización L1 y L2 y q al número de parámetros del
modelo. Los regularizadores pueden establecerse como en la expresión sobre todos los parámetros,
pero también sobre las matrices de pesos, los vectores de interceptos y las salidas y = Wxt + b.

Para el caso del modelo MLP el uso del Dropout es ampliamente aceptado al igual que el uso
de los regularizadores L1 Y L2. Sin embargo, para el caso de las redes neuronales recurrentes, y en
espećıfico la capa LSTM, no se recomienda en todos los casos, pues puede ignorar información de
largo plazo que han capturado los estados de celda. En estos modelos por lo tanto, es más común el
uso de los regularizadores Lasso (Gal, 2016).
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5.3. Métricas de error

Para medir la precisión de las predicciones realizadas por cada modelo estad́ıstico o de ML se
calculan funciones de pérdida entre los valores observados y las predicciones. En el caso multivariado
se utilizan funciones de pérdida multivariada. En esta investigación se consideran el ECM, EAM,
RECM, los cuales se definen de la siguiente manera:

ECM = Tr[(X̂t −Xt)
′
(X̂t −Xt)]

RECM =
√
ECM

EAM = 1t|X̂t −Xt|1;

donde, Xt y X̂t son las matrices de valores observados y de predicciones de tamaño N×m, siendo N
el número de predicciones ym el número de variables que conforman las series de tiempo multivariadas
(Laurent, 2011).

5.4. Prueba de hipótesis Diebold-Mariano

En las aplicaciones emṕıricas, a veces existen dos o más modelos de series de tiempo para predecir
una variable emṕırica. La prueba de hipótesis Diebold-Mariano permite determinar si la diferencia
entre las predicciones de dos o más modelos es estad́ısticamente significativa o simple resultado del
azar (Diebold & Mariano, 1995).
La versión univariada de la prueba se desarrolla de la siguiente manera. Se definen los errores de

la predicción aśı:

eit = ŷit − yit para i=1,2 modelos y t=1,2,...,P periodos.

Utilizándose alguna función de pérdida, g(eit), para medir la pérdida en el modelo i. Además, se
define la pérdida diferencial entre dos modelos como

dt = g(e1t)− g(e2t).

De manera que, se desea testear la hipótesis nula

Ho : E(dt) = 0,

contra la hipótesis alternativa
H1 : E(dt) ̸= 0.

El estad́ıstico utilizado para realizar la prueba es, suponiendo que dt es estacionaria en covarianza,
bajo la hipótesis nula (Diebold & Mariano, 1995)

dt =
d̄t√
ŵ/P

,

que distribuye asintóticamente N(0,1), siendo ŵ un estimador de la varianza de
√
P d̄.
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5.5. Prueba de encompassing multivariada

La prueba de encompassing, al igual que la prueba de Diebold-Mariano, surge de las ocasiones
en las que existen dos o más modelos de series de tiempo para predecir una variable emṕırica y se
debe escoger el modelo con mejores predicciones. No obstante, la prueba de encompassing no busca
establecer si la diferencia entre las predicciones de dos o más modelos es significativa, sino si las
predicciones un paso adelante de un modelo pueden explicar los errores de predicción de otro.

Sea û1 = x̂1 − x y û2 = x̂2 − x los errores de predicción de dos modelos, donde x son los va-
lores a predecir y x̂1 y x̂2 los valores predichos por dos modelos. Si la diferencia entre los errores
de pronóstico de los dos modelos puede ayudar a explicar los errores de pronóstico del modelo 1,
entonces el modelo 1 puede ser mejorado incorporando elementos del modelo 2. Lo anterior ocurre
en la siguiente regresión cuando δ ̸= 0:

û1t = µ+ δ(û1t − û2t)

En el caso multivariado:
û1t = Γ(û1t − û2t);

donde, u1t y u2t son vectores de errores de predicción y Γ es una matriz de parámetros. Si Γ = 0 se
dice que el modelo 1 abarca al modelo 2. Para probar la significancia de esta matriz se realiza una
prueba conjunta F sobre la diferencia de los errores (Clements, 1993).

5.6. Combinación de pronósticos

La combinación de pronósticos, tal y como su nombre lo indica, es una estrategia dirigida a la
combinación de pronósticos de varios modelos estad́ısticos o de ML para mejorar la precisión de sus
predicciones sobre una variable respuesta.

La justificación de su uso emṕırico radica en al menos tres argumentos. Primero, los modelos pueden
ser afectados de manera diferencial por la no-estacionariedad o el cambio estructural. Puesto que
para un modelo es dif́ıcil capturar este tipo de cambios, se considera plausible que en promedio los
modelos se desempeñen mejor. Segundo, la combinación de pronósticos es una forma de robuste-
cer las predicciones de los modelos contra los sesgos producidos por el error en su especificación y
el error al medir las variables. Tercero, ya que los modelos utilizados para obtener las predicciones
pudieron haber sido construidos con diferentes funciones de pérdida, la combinación de pronósticos
permite obtener los beneficios de cada función en la predicción (Timmerman, 2005). A continuación
se presentan los dos procedimientos que se utilizaron para la combinación de pronósticos.

5.6.1. Promedio Simple o Bagging

Los pronósticos se combinan mediante un promedio simple, es decir, que para cada periodo adelante
para el que se haya realizado la predicción, se promedian los pronósticos de los i = 1, ..., P modelos
considerados. Su expresión es la siguiente:

yC =
1

P

p∑
i=1

ŷi
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5.6. Combinación de pronósticos

El resultado es un matriz de tamaño N×P , donde N es el número de periodos para los que se realizó
la predicción.

5.6.2. Regresión de Ḿınimos Cuadrados Ordinarios

En este procedimiento, la predicción combinada es una función lineal de los pronósticos individuales
de los modelos considerados. Para estimar los pesos asignados a cada predicción individual, se utiliza
una regresión lineal de la siguiente forma (Weiss, 2018):

yC = α +
P∑
i=1

wiyi + ϵ;

donde yC son los valores observados de la variable y wi es el peso asociado a la predicción individual
de cada modelo.

Una ventaja de la combinación de pronósticos mediante la regresión lineal es que ésta es insesgada
debido al intercepto en la ecuación. Sin embargo, una desventaja es que los coeficientes resultantes
de la regresión pueden ser negativos, lo que dificulta su interpretación.
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6. Metodoloǵıa

6.1. Preparación de los datos

Las series de tiempo seleccionadas fueron pre-procesadas antes de ser ajustadas en los modelos
estad́ısticos y de ML. Se detectaron los datos at́ıpicos de cada serie temporal y posteriormente estas
observaciones fueron imputadas. El método utilizado para la detección de outliers se basó en dos
procedimientos. En primer lugar, cada serie univariada fue descompuesta en sus componentes de
tendencia, estacionalidad e irregularidad, es decir

Yt = Tt + St +Rt.

El método para retirar la estacionalidad, en caso de que existiera, fue el de Multiple Seasonal Trend
Descomposition (MSTL). Para evaluar si hay un componente estacional, el método MSTL estima
iterativamente el componente estacional, calculando su fuerza

Fs = 1− V ar(Yt − Tt − St)

V ar(Yt − Tt)
.

Si Fs < 0,6 no se realiza transformación y por lo tanto Yt
∗ = Yt. De lo contrario, el resultado de este

proceso es Yt
∗ = Yt − St. A las series univariadas a las cuales se les retiró el componente estacio-

nal también se les retiró su tendencia, en el caso de que existiera, aplicando el super suavizador de
Friedman (Friedman’s super smoother, en inglés). El resultado es el componente irregular de la forma
Rt = Yt

∗ − Tt en caso de que existiera tendencia y Rt = Yt − St en caso que existiera componente
estacional pero no tendencia (Hyndman, 2021).

Posteriormente, al componente irregular de cada serie, se le realizaron pruebas de estacionariedad
para asegurar la validez en el cálculo de sus cuartiles. A continuación, al componente irregular se le
detectaron los outliers con base en su rango intercuart́ılico. Las observaciones fueron consideradas
outliers si su Rt era menor a Q1 + 3IQR o mayor a Q3 + 3IQR. En segundo lugar, los datos cla-
sificados como outliers fueron reemplazados mediante una interpolación lineal con sus observaciones
cercanas temporalmente. En el Cuadro 1 se presenta el número de datos at́ıpicos detectados por serie
de tiempo multivariada considerada.

Las series de tiempo consideradas en la investigación, después de la imputación de los outliers, fueron
particionadas en datos de entrenamiento, datos de validación y datos de prueba. Esta partición es
importante porque con ella se realiza la validación de los modelos ajustados. Los parámetros de los
modelos estad́ısticos y de ML son estimados con los datos de entrenamiento, pero las métricas de
error y las pruebas Diebold-Mariano y encompassing multivariadas fueron calculadas con los datos
de prueba. Para todas las series se seleccionó un 20% de las observaciones como datos de prueba y
un 80% como datos de entrenamiento y validación. De este 80%, el 20% de estos datos fue usado
espećıficamente para la validación.
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6.2. Ajuste y validación de los modelos

Los datos de entrenamiento utilizados en los modelos de ML fueron estandarizados para facilitar
la convergencia del algoritmo de gradiente descendente estocástico. De esta manera, se aplicó la
siguiente transformación:

zt =
yt − X̄

S
;

donde X̄ y S corresponden a la media muestral y la desviación estándar muestral de la serie temporal
univariada.

Antes de estimar los modelos de ML, las series de tiempo consideradas fueron transformadas pa-
ra poder ser tratadas como en un problema de aprendizaje supervisado. Esto se realizó tanto para
los datos de entrenamiento como los de prueba. El procedimiento consistió en definir una ventana de
datos, que coincide teóricamente con el número de rezagos que se utilizan en un modelo estad́ıstico,
para explicar la observación en un tiempo t. Aśı por ejemplo, para una serie arbitraria, a la obser-
vación en el tiempo t se le asignan r observaciones de retardo. Para definir el valor de r en cada
serie multivariada se calculó la función de autocorrelación parcial de las series individuales (PACF)
diferenciadas, tomando como r las autocorrelaciones significativas entre los valores de las series que
se encuentran a k observaciones de distancia. En la estimación se probaron tamaños de ventana
cercanos a los PACF considerados.

Finalmente, para el caso del modelo VAR, las series de tiempo multivariadas fueron diferenciadas
cuando en al menos una de las series univariadas que las componen se detectó la presencia de ráıces
unitarias. Para detectar la presencia de ráıces unitarias se aplicó la prueba Dickey-Fuller aumentada
en sus tres versiones (sin tendencia y sin intercepto, con intercepto y con intercepto y tendencia
lineal). El tipo de prueba de Dickey-Fuller aplicado a estas series se realizó con base en la gráfica de
la serie, donde se pudo observar la existencia de un intercepto o tendencia. En su caso más general,
la prueba Dickey-Fuller consiste en realizar una regresión lineal de la forma

∆yt = α + βt+ γyt−1 + δ1∆yt−1 + · · ·+ δp−1∆yt−p+1 + εt;

donde, ∆ es el operador de diferencia. La prueba tiene como hipótesiss Ho : γ = 0 (presencia de ráız
unitaria) y H1 : γ < 0 (no presencia de ráız unitaria), rechazándose la hipótesis nula cuando el valor
del estad́ıstico de prueba es menor al valor cŕıtico.

En la investigación se consideraron series de tiempo multivariadas que pueden contener un com-
ponente de estacionalidad. Se detectó la estacionalidad en las series con periocidad mensual por
medio del periodograma de la serie sin tendencia lineal. Se removió la tendencia para cada varia-
ble, en el caso de que esta existiera, con el super suavizador de Friedman. Se identificaron en los
periodogramas construidos las frecuencias en que hab́ıa picos de la densidad espectral. Para el caso
del modelo VAR y VECM, se añadieron variables dummies para considerar la estacionalidad de las
frecuencias identificadas en los periodogramas.

6.2. Ajuste y validación de los modelos

Para estimar los parámetros de los modelos estad́ısticos y de ML se deben seleccionar los mejores
hiperparámetros disponibles. Esta selección garantizará las mejores predicciones. Estos hiperparáme-
tros consisten en el caso de los modelos estad́ısticos, VAR y VECM, del número de rezagos p; mientras
que en el caso de los modelos de ML hacen referencia al número de capas, el número de unidades
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6. Metodoloǵıa

por capa, la tasa de dropout entre capas, los factores de penalización de los regularizadores L1L2 y
la tasa de aprendizaje del algoritmo backpropagation ρ.

Para seleccionar el número de rezagos p de los modelos VAR y VECM, se utilizaron los criterios
de información de Akaike (AIC), Bayesiana de Schwarz (SC), Hannan y Quinn (HQ) y de predicción
final de Akaike (FPE). Aunque se calcularon los cuatro criterios, se consideraron principalmente los
criterios de información SQ y HQ por ser robustos a la sobreestimación del orden del rezago.

Para seleccionar los hiperparámetros de los modelos de ML se utilizó el Algoritmo de Hiperbanda
(Li, 2018). Se definió un espacio hiperparametral con los posibles valores de los hiperparámetros a
evaluar. En el caso de esta investigación se definió el espacio que se muestra en el Cuadro 6.1 (el
cual pudo variar dependiendo de la serie considerada). Por ejemplo, para el número de unidades por
capa el valor que pudo tomar el hiperparámetro se encuentra entre 16 y 256, tomando valores cada
16 unidades.

Cuadro 6.1.: Espacio hiperparametral definido para el algoritmo de Hiperbanda.

Hiperparámetro Posibles valores Incrementos

Número de capas 1 a 3 1

Número de unidades
por capa

16 a 256 16

Tasa de Dropout 0 a 0,5 0,1

Factor de penalización
L1

1e-1, 1e-2, 1e-3, 1-e-4,
1e-5,
1e-6

No aplica

Factor de penalización
L2

1e-1, 1e-2, 1e-3, 1-e-4,
1e-5,
1e-6

No aplica

Factor de penalización
de actividad

1e-1, 1e-2, 1e-3, 1e-4,
1e-5,
1e-6

No aplica

Factor de penalización
de intercepto

1e-1, 1e-2, 1e-3, 1e-4,
1e-5,
1e-6

No aplica

Tasa de aprendizaje 1e-2, 1e-3, 1e-4, 1e-5,
1e-6

No aplica

Nota: El cuadro reporta los posibles valores de los hiperparáme-
tros consideradores en la ejecución del algoritmo de Hiperbanda.
También, los pasos adelante en la ejecución del algoritmo co-
rrespondientes a cada espacio hiperparametral.

El Algoritmo de Hiperbanda se basa en el principio de “succesivehalving”, es decir, que para un
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6.3. Evaluación de los modelos

presupuesto de recursos finitos B, siendo en nuestro caso B el número de épocas destinadas para
evaluar cada modelo con una disposición de hiperparámetros particular, se asigna al principio del
algoritmo la misma cantidad de recursos a cada configuración de hiperparámetros escogida aleatoria-
mente. Con base en los resultados de un métrica de desempeño, en el caso de esta investigación el
ECM con los datos de validación, en cada iteración se eliminan la mitad de las configuraciones a las
que se asignó recursos con peor desempeño. Al final de las iteraciones, solo debeŕıa quedar la mejor
configuración (Li, 2018).

Ahora bien, el Algoritmo de Hiperbanda supera las limitaciones del “succesivehalving” al tener en
cuenta que algunos modelos con configuraciones de hiperparámetros particulares necesitan más recur-
sos para tener mejores desempeños, esto es, B/n más grandes, siendo n el número de configuraciones
que se consideran al principio del algoritmo. Teniendo en cuenta lo anterior, el algoritmo, itera también
sobre varios valores de n para distribuir los recursos al principio del “succesivehalving”, escogiendo
para varios valores de n el mejor desempeño de las configuraciones de hiperparámetros (Li, 2018).

Para el caso del modelo VECM, se realizó sobre los datos de entrenamiento sin diferenciar una prueba
de cointegración de Johanssen, la cual tuvo como propósito identificar el número de relaciones de
cointegración presentes y la necesidad de aplicar este modelo. Posteriormente, después de estimar los
parámetros de los modelos VAR y VECM, se realizó una prueba de normalidad multivariada de los
errores Jarque Bera y de autocorrelación de los errores multivariada de Portmanteau para validar el
cumplimiento de los supuestos de normalidad y no autocorrelación. En las siete series multivariadas,
no se rechazó la hipótesis nula de no autocorrelación serial de los residuos de los modelos estimados
de la prueba Portmanteau con un nivel de 5% de significancia. Sin embargo, śı se rechazo, con el
mismo nivel de significancia, la hipótesis de distribución normal de los residuos de la prueba Jarque
Bera multivariada.

Finalmente, con los hiperparámetros seleccionados por el Algoritmo de Hiperbanda, los modelos
de ML fueron ajustados. En el caso de los modelos de ML, se ajustaron diferentes números de épocas
y de batch, para controlar el efecto de estas variables. El tamaño del batch size se consideró en 16,
32 y 64, escogiéndose el mejor modelo por ECM en los datos de validación. Mientras que el número
de épocas se ajustó de acuerdo al gráfico de ECM en los datos de validación en cada iteración.
Sin embargo, las estimaciones de los parámetros del modelo seleccionado no fueron las de la última
época, sino las de la mejor. Es decir, que si bien el algoritmo de gradiente descendente estocástico
se realizó k veces, no se consideraron los parámetros de la iteración k, sino de aquella interación con
los parámetros que tuvieron menor ECM en los datos de validación.

6.3. Evaluación de los modelos

Para evaluar los modelos estad́ısticos y de ML ajustados, se realizaron predicciones un paso adelante
para el número de periodos que conforman los datos de prueba. Estas predicciones se realizan como
se menciona en el marco teórico. En el caso de los modelos VAR y VECM, se realizaron predicciones
tipo rolling, donde se incorpora sucesivamente al conjunto de datos de entrenamiento los datos de
prueba. En cada paso del proceso se incorpora un dato de testeo con el cual se realiza una predicción
un paso adelante. Este procedimiento se ilustra en la Figura 6.1 :

Para cada serie multivariada, se obtuvo una matriz de tamaño T × m como resultado de la pre-
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6. Metodoloǵıa

Figura 6.1.: Predicciones tipo rolling un paso adelante.

Nota: La figura muestra el procedimiento para realizar predicciones tipo rolling. Sucesivamente se incor-
poran, uno por uno, los datos de testeo a los datos de entrenamiento. Cada vez que se incorpora un dato
se realiza una predicción un paso adelante, esto hasta que no sea posible incorporar más datos de testeo.

dicción, donde T es el número de periodos del conjunto de datos de testeo y m es el número de
variables que conforman la serie. Estas matrices se promediaron para los cincos modelos considera-
dos para obtener la predicción bagging y se ajustaron modelos de regresión simple para obtener la
combinación de predicciones mediante la regresión de MCO. Los errores de predicción û se consiguen
entonces restando la matriz de predicciones a la matriz de datos de prueba observados. Con las ma-
trices de error, se calculan el ECM, RECM y el EAM para cada modelo y combinación de pronósticos
dentro de las siete series de tiempo consideradas.

Para la aplicación de la prueba Diebold-Mariano, se vectorizó la matriz de errores de predicción
û, este procedimiento se realizó sumando el cuadrado de las entradas de la matriz por fila, esto es,
los errores de predicción de cada variable para cada periodo t, obteniendose aśı una vector de tamaño
T×1 de errores al cuadrado. Posteriormente, con los errores de predicciones vectorizados se realizaron
pruebas Diebold-Mariano para cada par de modelos (incluyendo las combinaciones de pronósticos)
diferentes por serie, lo que permitió probar la significancia de las diferencias entre las predicciones.

Finalmente, se realizaron pruebas de encompassing con las matrices de error de predicción para
cada combinación posible de modelos y las combinaciones de pronósticos. En este caso el proce-
dimiento realizado consistió en realizar una regresión multivariada de los errores de predicción del
modelo 1 sin variables exógenas y una regresión multivariada de los errores de predicción del modelo
1 en función de la diferencia de los errores de predicción del modelo 1 y 2. Por medio de una prueba
F de significancia global se compararon los errores del modelo sin variables exógenas y el modelo
con variables exógenas, evaluándose aśı si el modelo que incluye las diferencias entre los errores de
predicción es significativamente mejor capturando los datos que el simple. Se rechaza esta hipótesis
para p-valores menores al nivel de significancia deseado.
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En el Anexo 1 se presentan los hiperparámetros seleccionados, con base en la metodoloǵıa explica-
da en el apartado anterior, en la estimación de los modelos considerados para cada una de las series
de tiempo multivariadas. También, es importante mencionar que solo se encontró un componente de
estacionalidad en las series de consumos de agua y precios de la enerǵıa eléctrica, por lo tanto so-
lo para estas dos series de tiempo multivariadas se estimaron los modelos VAR y VECM con dummies.

En los cuadros 7.1 y 7.2 se encuentran la RECM y el EAM de los modelos estad́ısticos y de ML
junto con las combinaciones de pronósticos realizadas para sus predicciones. Las métricas de error
muestran que en cuatro de las siete series de tiempo multivariadas, los modelos estad́ısticos presentan
valores de pérdida menores que los de ML. En los otros tres, los modelos de ML presentan mejor
RECM y EAM. Por otra parte, el modelo VECM tiene las menores métricas de error en tres de las
series multivariadas, le siguen los modelos VAR, GRU y MLP con una serie cada uno. En la serie de
variables climáticas el modelo GRU tienen la métrica más baja según la RECM y el MLP según el
EAM. Como se hab́ıa observado en la revisión de literatura, no se puede afirmar la superioridad de
ningún tipo de modelo a partir de las métricas de error, los resultados son variados dependiendo de
la naturaleza de la serie.

Para ilustrar, en el Anexo 3 se presentan las gráficas de las predicciones y los datos de prueba
del modelo VECM para la serie de precios de acciones. También se encuentran las predicciones y los
datos de prueba del modelo MLP para la serie de precios de la enerǵıa eléctrica.

También se puede observar que en los modelos estad́ısticos, cuando se incorpora el componente
de estacionalidad mediante variables dummies, el desempeño es mejor que en los modelos sin él
según la RECM. Este es el caso de las series de consumos de agua por estrato y precios de la enerǵıa
por sector, donde el resultado del VAR y VECM con dummies es mejor que el de los modelos VAR y
VECM, aunque no es mejor que todos los modelos de ML. Cuando la métrica de error es el EAM, en
el caso de la serie de precios de la enerǵıa eléctrica, las métricas de error de los modelos VAR y VECM
sin dummies son menores que las de los modelos con dummies. Además, contrario a lo que podŕıa
pensarse, los modelos de ML para estas series, que son aquellas con el menor número de periodos
observados, presentan mejor desempeño que los modelos estad́ısticos clásicos.

Las series de tiempo con mayor número de variables por serie, clima y acueducto (con seis varia-
bles cada una), son mejor ajustadas para la predicción por los modelos de ML que los modelos
estad́ısticos, obteniendo menores RECM y EAM. Mientras que, las series de tiempo con menor núme-
ro de variables, acciones y COVID-19, excluyendo enerǵıa (con tres variables cada una), presentan
mejor desempeño con los modelos estad́ısticos.

El método de combinación de pronósticos de regresión por MCO no presenta mejor desempeño
que los modelos considerados individualmente, mientras que presenta el peor desempeño en la serie
de COVID-19, ubicándose de manera intermedia en el resto de series. El bagging, por otra parte,
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Cuadro 7.1.: RECM modelos por serie de tiempo multivariada.

Modelo Acciones Acueducto Clima COVID-19 Cŕımenes Enerǵıa Macroeconómicas

VAR 23.492,1 5.223.795,9 940,3 32.027,7 1.419,1 394,3 21.403,3

VECM 23.477,4 5.319.312,6 937,5 31.230,5 1.418,1 419,5 21.653,3

MLP 24.125,5 3.576.645,8 904,0 46.546,3 1.474,3 331,8 173.156,2

LSTM 39.072,8 3.750.996,1 907,6 80.847,1 2.186,7 357,0 324.151,1

GRU 40.768,0 3.591.513,0 892,2 73.315,5 2.570,7 363,5 287.941,0

BAG 27.049,8 3.823.925,1 903,5 45.406,7 1.574,3 349,5 155.154,5

REG 33.358,4 3.928.197,8 929,1 118.085,1 2.055,0 360,0 45.735,2

VAR-D NA 3.658.791,9 NA NA NA 379,6 NA

VECM-D NA 3.671.208,7 NA NA NA 361,6 NA

Nota: El cuadro reporta la RECM por modelo para cada una de las series consideradas. En negrilla se
reportan los dos valores más bajos por serie. Además, NA corresponde a un modelo no estimado, en
aquellas series donde no se encontró estacionalidad. BAG y REG son las abreviaciones de los métodos
de combinación de pronósticos por bagging y regresión, mientras que VAR-D y VECM-D corresponden
a los modelos VAR y VECM con dummies.

presenta el mejor desempeño en la serie del clima según la EAM, ubicándose de manera intermedia
en el resto de series.

En el Cuadro 7.3 se pueden observar los p-valores de la prueba Diebold-Mariano para cada par
de modelos y combinación de pronósticos considerado, donde se marcó con asterisco aquellos valores
para los cuales se rechaza la hipótesis nula de no existencia de diferencia entre las predicciones de
los modelos con un nivel de 5% de significancia. En el 45, 7% de los casos se encontró que existen
diferencias significativas entre las predicciones de los modelos. Este resultado es coherente con los
resultados obtenidos en las métricas de error, puesto que cuando la diferencia porcentual entre la
RECM y EAM de dos modelos es mayor al 10%, en el 78, 4% de los casos se rechaza la hipótesis
nula de la prueba.

Puede observarse que las predicciones de los modelos estad́ısticos (VAR, VECM, VAR DUMMIES
y VECM DUMMIES) no presentan entre ellas diferencias significativas en ninguna de las series de
tiempo multivariadas consideradas. No obstante, en cinco de ocho ocasiones posibles, los modelos
VAR y VECM se diferencian en mas del 10% de sus versiones con dummies (la mayoŕıa de las veces
en la serie de los precios de la enerǵıa elétrica). En los modelos de ML, por otro lado, se presentan
diferencias significativas en sus predicciones el 57, 1% de las veces. Este resultado coincide con el
obtenido con la RECM, ya que siempre que la diferencia porcentual entre las métricas de los errores
fue mayor al 10%, se rechazó la hipótesis nula de la prueba y sólo en dos casos, cuando se rechazó
la hipótesis nula de la prueba, la diferencia era menor al 10%.

Cuadro 7.3.: p-valores prueba Diebold-Mariano modelos por serie de tiempo multivariada.

Modelo VAR VECM MLP LSTM GRU BAG REG VAR-D VECM-D
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Acciones

VAR 1 0,28 0,1 0* 0* 0* 0*

VECM 0,28 1 0,07 0* 0* 0* 0*

MLP 0,1 0,07 1 0* 0* 0* 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0* 0* 0* 1 0*

REG 0* 0* 0* 0* 0* 0* 1

Acueducto

VAR 1 0,6 0,26 0,28 0,28 0,26 0,3 0,26 0,26

VECM 0,6 1 0,25 0,27 0,27 0,24 0,24 0,24 0,24

MLP 0,26 0,25 1 0,25 0,34 0,32 0,14 0,59 0,6

LSTM 0,28 0,27 0,25 1 0,78 0,59 0,33 0,75 0,76

GRU 0,28 0,27 0,34 0,78 1 0,52 0,07 0,72 0,73

BAG 0,26 0,24 0,32 0,59 0,52 1 0,99 0,92 0,95

REG 0,3 0,29 0,14 0,33 0,07 0,99 1 0,94 0,96

VAR-D 0,26 0,24 0,59 0,75 0,72 0,92 0,94 1 0,82

VECM-D 0,26 0,24 0,6 0,76 0,73 0,95 0,96 0,82 1

Clima

VAR 1 0,08 0* 0,05* 0,03* 0* 0,15

VECM 0,08 1 0,01* 0,13 0,08 0,01* 0,01*

MLP 0* 0,01* 1 0,86 0,55 0,8 0,03*

LSTM 0,05* 0,13 0,86 1 0,34 0,92 0,12

GRU 0,03* 0,08 0,55 0,34 1 0,44 0,12

BAG 0* 0,01* 0,8 0,92 0,44 1 0,02*

REG 0,15 0,75 0,03* 0,12 0,12 0,02* 1

COVID-19

VAR 1 0,62 0* 0* 0* 0* 0*

VECM 0,62 1 0* 0* 0* 0* 0*

MLP 0* 0* 1 0* 0* 0,27 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0,27 0* 0* 1 0*
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REG 0* 0* 0* 0* 0* 0* 1

Cŕımenes

VAR 1 0,92 0,79 0* 0* 0,18 0*

VECM 0,92 1 0,79 0* 0* 0,18 0,18

MLP 0,79 0,79 1 0* 0* 0,01* 0*

LSTM 0* 0* 0* 1 0* 0* 0,01*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0,18 0,18 0,01* 0* 0* 1 0*

REG 0* 0* 0* 0,01* 0* 0* 1

Enerǵıa

VAR 1 0,33 0,36 0,75 0,87 0,65 0,08 0,59 0,59

VECM 0,33 1 0,14 0,69 0,26 0,16 0,16 0,31 0,31

MLP 0,36 0,14 1 0,19 0,21 0,18 0,97 0,54 0,55

LSTM 0,75 0,69 0,19 1 0,29 0,27 0,38 0,58 0,29

GRU 0,87 0,26 0,21 0,29 1 0,4 0,56 0,91 0,32

BAG 0,65 0,16 0,18 0,27 0,4 1 0,64 0,91 0,33

REG 0,08 0,16 0,97 0,38 0,56 0,64 1 0,49 0,49

VAR-D 0,59 0,31 0,54 0,58 0,91 0,91 0,49 1 0,29

VECM-D 0,59 0,31 0,55 0,29 0,32 0,33 0,49 0,29 1

Macroecónomicas

VAR 1 0,51 0* 0* 0* 0* 0*

VECM 0,51 1 0* 0* 0* 0* 0*

MLP 0* 0* 1 0* 0* 0,01* 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0,01* 0* 0* 1 0*

REG 0* 0* 0* 0* 0* 0* 1

Nota: El cuadro reporta los p-valor de la prueba Diebold-Mariano por cada par de modelos y serie
de tiempo multivariada considerada. Se marcó con asterisco aquellos valores para los cuales se
rechaza la hipótesis nula de no existencia de diferencia entre las predicciones de los modelos con
un nivel de 5% de significancia. BAG y REG son las abreviaciones de los métodos de combinación de
pronósticos por bagging y regresión, mientras que VAR-D y VECM-D corresponden a los modelos
VAR y VECM con dummies.
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Cuadro 7.2.: EAM modelos por serie de tiempo multivariada.

Modelo Acciones Acueducto Clima COVID-19 Cŕımenes Enerǵıa Macroeconómicas

VAR 615.767,0 36.074.453,6 18.194,7 346.271,6 48.352,8 1.340,3 141.060,3

VECM 615.667,8 37.442.080,9 18.319,1 338.059,1 48.289,9 1.327,8 143.012,2

MLP 653.781,2 23.762.439,2 18.049,9 530.314,3 50.898,6 1.208,0 1.492.165,7

LSTM 1.170.258,8 25.321.759,1 18.327,2 926.932,9 70.920,7 1.318,9 2.726.947,9

GRU 1.200.891,2 23.036.714,8 18.169,1 839.223,6 87.710,9 1.769,1 2.058.182,4

BAG 760.410,6 25.234.114,7 17.875,2 517.015,4 54.340,1 1.283,3 1.234.421,2

REG 894.354,0 26.243.877,2 18.192,2 1.159.688,9 67.317,2 1.465,4 389.540,1

VAR-D NA 24.023.291,8 NA NA NA 1.368,7 NA

VECM-D NA 24.320.322,7 NA NA NA 1.375,1 NA

Nota: El cuadro reporta el EAM por modelo para cada una de las series consideradas. En negrilla se
reportan los dos valores más bajos por serie. Además, NA corresponde a un modelo no estimado, en
aquellas series donde no se encontró estacionalidad. BAG y REG son las abreviaciones de los métodos
de combinación de pronósticos por bagging y regresión, mientras que VAR-D y VECM-D corresponden
a los modelos VAR y VECM con dummies.

Cuadro 7.4.: p-valores prueba de encompassing modelos por serie de tiempo multivariada.

Modelo VAR VECM MLP LSTM GRU BAG REG VAR-D VECM-D

Acciones

VAR 1 0,03* 0,14 0,01* 0,02* 0,01* 0*

VECM 0,04* 1 0,09 0,01* 0,02* 0,01* 0,01*

MLP 0* 0* 1 0* 0* 0,01* 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0* 0* 0* 1 0*

REG 0* 0* 0* 0* 0* 0* 1

Acueducto

VAR 1 0,45 0* 0* 0* 0* 0,05* 0,27 0,15

VECM 0,21 1 0* 0* 0* 0* 0* 0,23 0,14

MLP 0,03* 0,1 1 0,02* 0,01* 0,05* 0,21 0,03* 0,02*

LSTM 0,36 0,29 0,03* 1 0,04* 0,3 0,05* 0,05* 0,03*

GRU 0,43 0,4 0,01* 0,09 1 0,33 0,03* 0,03* 0,02*

BAG 0,05* 0,31 0,04* 0,3 0,46 1 0,27 0,1 0,1
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REG 0,02* 0,02* 0,01* 0* 0* 0* 1 0,03* 0,04*

VAR-D 0,01* 0,08 0* 0* 0* 0* 0,01* 1 0,02*

VECM-D 0,1 0* 0* 0* 0* 0,01* 0,36 1 1

Clima

VAR 1 0,05* 0* 0* 0* 0* 0*

VECM 0,13 1 0* 0* 0* 0* 0*

MLP 0,03* 0,01* 1 0,03* 0,01* 0* 0,03*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0,01* 0,05* 0,05* 1 0,2

REG 0* 0* 0* 0* 0* 0* 1

COVID-19

VAR 1 0,05* 0* 0* 0* 0* 0*

VECM 0,48 1 0* 0* 0* 0* 0*

MLP 0* 0* 1 0* 0* 0* 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0* 0* 0* 1 0*

REG 0* 0* 0* 0* 0* 0* 1

Cŕımenes

VAR 1 0* 0* 0* 0* 0* 0*

VECM 0,17 1 0* 0* 0* 0* 0*

MLP 0* 0* 1 0* 0* 0* 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0* 0* 0* 1 0*

REG 0* 0* 0* 0* 0* 0* 1

Enerǵıa

VAR 1 0,27 0,03* 0,04* 0,04* 0,08 0,08 0,55 0,03*

VECM 0,01* 1 0,01* 0,01* 0,02* 0,02* 0,02* 0,01* 0,13

MLP 0,01* 0,02* 1 0,01* 0,02* 0,01* 0,01* 0,01* 0,02*

LSTM 0* 0,01* 0* 1 0* 0* 0* 0* 0,01*

GRU 0* 0* 0* 0* 1 0* 0* 0* 0*
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BAG 0,01* 0,03* 0,01* 0* 0,01* 1 0* 0,02* 0,05*

REG 0* 0* 0* 0* 0* 0* 1 0,01* 0,01*

VAR-D 0,55 0,27 0,1 0,1 0,13 0,19 0,16 1 0,01*

VECM-D 0,63 0,02* 0,02* 0,04* 0,25 0,14 0,03* 1 1

Macroecónomicas

VAR 1 0* 0* 0* 0* 0* 0*

VECM 0* 1 0* 0* 0* 0* 0*

MLP 0* 0* 1 0* 0* 0* 0*

LSTM 0* 0* 0* 1 0* 0* 0*

GRU 0* 0* 0* 0* 1 0* 0*

BAG 0* 0* 0* 0* 0* 1 0*

REG 0* 0* 0* 0* 0* 0* 1

Nota: El cuadro reporta los p-valor de la prueba de encompassing por cada par de modelos y
serie de tiempo multivariada considerada. Se marcó con asterisco aquellos valores para los que
se rechaza la hipótesis nula de encompassing con una significancia del 5%. BAG y REG son las
abreviaciones de los métodos de combinación de pronósticos por bagging y regresión, mientras que
VAR-D y VECM-D corresponden a los modelos VAR y VECM con dummies.

Al considerar los resultados de la prueba Diebold-Mariano en conjunto con la RECM y el ECM, se
puede notar que las diferencias en las predicciones de consumos de agua y precios de la enerǵıa entre
los modelos estad́ısticos y de ML no son significativas al 5%. En ese sentido, la RECM de los modelos
estad́ısticos se desempeñaŕıa mejor en sus predicciones en cuatro de cinco de las series donde śı hay
diferencias significativas.

En el Cuadro 7.4 se presentan los p-valores de las pruebas de encompassing realizadas para cada
par de modelos y combinación de pronósticos considerado, donde se marcó con asterisco aquellos
valores para los que se rechaza la hipótesis nula de encompassing con una significancia del 5%. Solo
en el 13, 3% de las veces un modelo abarca al otro, es decir, que el modelo acabarcado no teńıa
información que ya estuviera en el primer modelo. Lo anterior significa, en relación con la prueba
Diebold-Mariano, que si bien las predicciones de los modelos pueden ser significativamente diferen-
tes, ello no implica que un modelo pueda reemplazar a otro, pues la predicción de un modelo puede
explicar el error de predicción de otro. Solo en un caso, entre la combinación de pronósticos por
bagging y regresión en la serie de tiempo del clima, sucedió que la diferencia entre las predicciones
de dos modelos fuera significativa estad́ısticamente y uno de los modelos abarcara al otro.

En el caso de los modelos estad́ısticos donde la diferencia de sus predicciones nunca fue signifi-
cativa, el 35% de las veces un modelo abarcó al otro, lo cual significa que en estos modelos con
predicciones similares ya se ha incorporado toda la información de los pronósticos rivales. Es aún más
importante considerar el 65% restante de los casos en los que un modelo no abarca al otro, ya que
el modelo tiene información que puede ser capturada. Por ejemplo, el modelo VECM, ajustado para
el precio de la enerǵıa por sectores, no abarcó el modelo VAR con dummies, lo que se puede deber a
los comportamientos estacionales que considera el último modelo.
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De otra parte, para el caso de los modelos de ML, sólo en el 2% de los casos un modelo de ML
abarcó al otro. Esto puede indicar que la arquitectura diferencial de las capas del MLP, LSTM Y
GRU representa una porción de la información y el comportamiento de la serie temporal multivariada
mejor que otra. Aunque estos modelos fueron aqúı tipificados como ML, sus predicciones variaron
entre śı más que las de los modelos estad́ısticos.

En cuanto a la combinación de pronósticos, el 54, 3% de las veces las predicciones fueron significa-
tivamente diferentes a las obtenidas con los modelos sin combinar a un nivel de 5% de significancia.
Esto significa que, si bien la combinación de pronósticos se construyó a partir de los modelos indi-
viduales, el pronóstico que resultó fue diferente en más de la mitad de las veces a los pronósticos
que lo originaron. En ese sentido, teniendo en cuenta el EAM, si bien el bagging tuvo los mejores
resultados en la serie de variables del clima, su predicción no fue significativamente diferente a la
de los modelos de ML. Finalmente, las técnicas de combinación abarcaron a los otros modelos un
73, 5% de las veces, lo cual se puede explicar en este caso porque la técnica capturó la información
de la mayoŕıa de los modelos con los que se construyó.
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8. Conclusiones

Esta investigación tuvo como objetivo comparar la precisión de las predicciones de los modelos
estad́ısticos y de ML para series de tiempo multivariadas. Después de estimar los parámetros de
los modelos considerados para siete series de tiempo de distintos ámbitos (econoḿıa, finanzas, epi-
demioloǵıa, meteoroloǵıa, violencia y sociedad), se encontró que los modelos más precisos en las
predicciones, según las métricas de error RECM y EAM, vaŕıan entre los conjuntos de datos. Como
lo menciona el teorema de “No free lunch”, no existe un modelo que domine a los otros en todos los
conjuntos de datos.

No obstante lo anterior, los modelos estad́ısticos (VAR y VECM) y sus versiones con dummies para
considerar la estacionalidad muestran una ligera superioridad sobre los modelos de ML en la precisión
de sus predicciones. En cuatro de las cinco series, donde según la prueba Diebold-Mariano se detectó
el mayor número de predicciones significativamente diferentes entre modelos, las métricas de error
de los modelos estad́ısticos fueron menores. Solo en una serie, la serie de variables climáticas, los
modelos de ML se desempeñaron mejor.

Ahora bien, algunas regularidades se encontraron en el desempeño de los modelos sobre las series
consideradas. En los casos donde las series multivariadas contaban con mayor número de variables,
seis en el caso de las series de consumos de agua y variables climáticas, el desempeño de los modelos
de ML fue mejor según las métricas de error. Mientras que, en el resto de series, donde se contaba
con tres y cuatro variables, el desempeño fue mejor en los modelos estad́ısticos en la mayoŕıa de los
casos. De igual manera, para futuras investigaciones, se encontró que las series con menor número
de observaciones tuvieron predicciones más precisas con los modelos de ML; mientras que, las series
con mayor número de observaciones tuvieron predicciones más precisas con los modelos estad́ısticos.

Por otra parte, también se observó que la combinación de pronósticos no mejoró significativamente
la precisión de las predicciones de las series de tiempo multivariadas. En la mayoŕıa de los casos, la
combinación tipo bagging y de regresión tuvieron resultados intermedios, según las métricas de error,
sobre los modelos individualmente considerados. No se puede considerar, por tanto, que ayudaron a
mejor las predicciones de los modelos estad́ısticos y de ML capturando nueva información.

Las predicciones de los modelos estad́ısticos (incluyendo sus versiones con dummies), entre śı, si
bien presentaron algunas diferencias porcentuales mayores al 10% en las métricas de error, no tuvie-
ron diferencias significativas, a un nivel de significancia del 5%, según la prueba Diebold-Mariano.
Esto indica que si bien las métricas difieren, las predicciones son muy similares y sus diferencias son
resultados del azar. Sin embargo, las pruebas de encompassing multivariadas muestran que en el
65% de los casos, aunque las diferencias entre predicciones no son estadisticamente significativas,
las predicciones de un modelo no capturan toda la información relevante de un modelo rival. Este es
el caso de los modelos con y sin variables dummies para incorporar el componente estacional.

En el caso de los modelos de ML, en comparación con los modelos estad́ısticos, entre śı, se pre-
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8. Conclusiones

sentan mayores diferencias significativas en las predicciones (57,1%). Además, solo un 2% de las
veces un modelo, según la prueba de encompassing multivariada, incorporó toda la información de
un modelo rival en sus predicciones. Los resultados, por lo tanto, permiten concluir que los modelos
de ML, debido a la naturaleza de sus capas, capturan información diferente de las series de tiempo
multivariadas en sus predicciones.

En general, para los modelos considerados se encontró que el 45, 7% de sus predicciones eran sig-
nificativamente distintas, según la prueba de Diebold-Mariano con un nivel de significancia del 5%.
Mientras que sólo el 13, 3% de las veces las predicciones de un modelo abarcaron al otro. Esto sugiere
que las predicciones de los modelos en la mayoŕıa de los casos representan componentes distintos de
la información de las series temporales. Por lo tanto, una ĺınea de investigación abierta es la combi-
nación de esta información a través de otros métodos de combinación de pronósticos o los modelos
h́ıbridos.
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A. Anexo 1

A continuación, se presentan los hiperparámetros seleccionados para la estimación y evaluación de
los modelos considerados por serie de tiempo multivariada.

Cuadro A.1.: Hiperparámetros seleccionados para la estimación de los modelos

Serie mul-
tivariada

Modelo Hiperparámetros

Acciones VAR Orden de retraso (p): 4

VECM Orden de retraso (q): 4

MLP Time step (r): 10; número de capas: 1; número de unidades
capa: 80; L1 matriz de pesos: 0,0001, L2 matriz de pesos:
0,00001, L1L2 salida: 0,01; L1L2 vector de interceptos: 0,001,
tasa de aprendizaje: 0,001.

LSTM Time step (r): 10; número de capas: 1; número de unidades
capa: 160; L1 matriz de pesos: 0,00001, L2 matriz de pe-
sos: 0,001, L1L2 salida: 0,00001 ;L1L2 vector de interceptos:
0,0001, tasa de aprendizaje: 0,0001

GRU Time step (r): 10; número de capas: 1; número de unidades
capa: 256; L1 matriz de pesos: 0,0001, L2 matriz de pe-
sos: 0,001, L1L2 salida: 0,0001; L1L2 vector de interceptos:
0,00001, tasa de aprendizaje: 0,00001; tasa Dropout: 0,5

Acueducto VAR Orden de retraso (p): 8

VECM Orden de retraso (q): 8

MLP Time step (r): 2; número de capas: 2; número de unidades
capa 1: 112; número de unidades capa 2: 112; L1 matriz
de pesos: 0,0001, L2 matriz de pesos: 0,00001; L1L2 salida:
0,0001; L1L2 vector de interceptos: 0,01, tasa de aprendizaje:
0,001

LSTM Time step (r): 2; número de capas: 1; número de unidades
capa: 256; L1 matriz de pesos: 0,001, L2 matriz de pesos:
0,00001; L1L2 salida: 0,00001; L1L2 vector de interceptos:
0,001, tasa de aprendizaje: 0,001

GRU Time step (r): 2; número de capas: 1; número de unidades
capa: 256; L1 matriz de pesos: 0,001, L2 matriz de pesos:
0,00001; L1L2 salida: 0,00001; L1L2 vector de interceptos:
0,001, tasa de aprendizaje: 0,001
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VAR DUM-
MIES

Orden de retraso (p): 8

VECM DUM-
MIES

Orden de retraso (q): 8

Clima VAR Orden de retraso (p): 12

VECM Orden de retraso (q): 12

MLP Time step (r): 12; número de capas: 1; número de unida-
des capa: 80; L1 matriz de pesos: 0,01, L2 matriz de pesos:
0,0001; L1L2 salida: 0,001; L1L2 vector de interceptos: 0,01,
tasa de aprendizaje: 0,001

LSTM Time step (r): 12; número de capas: 1; número de unidades
capa: 32; L1 matriz de pesos: 0,0001, L2 matriz de pesos:
0,001; L1L2 salida: 0,00001; L1L2 vector de interceptos: 0,1,
tasa de aprendizaje: 0,001

GRU Time step (r): 12; número de capas: 1; número de unida-
des capa: 64; L1 matriz de pesos: 0,01, L2 matriz de pesos:
0,0001; L1L2 salida: 0,00001; L1L2 vector de interceptos:
0,000001, tasa de aprendizaje: 0,01; tasa Dropout 1: 0,1; ta-
sa Dropout 2: 0,2

COVID 19 VAR Orden de retraso (p): 8

VECM Orden de retraso (q): 8

MLP Time step (r): 3; número de capas: 2; número de unidades ca-
pa 1: 80; número de unidades capa 2: 128; L1 matriz de pesos:
0,01, L2 matriz de pesos: 0,0001; L1L2 salida: 0,0001; L1L2
vector de interceptos: 0,00001, tasa de aprendizaje: 0,001

LSTM Time step (r): 3; número de capas: 1 ; número de unida-
des capa: 128; L1 matriz de pesos: 0,001, L2 matriz de pe-
sos: 0,0001; L1L2 salida: 0,0001; L1L2 vector de interceptos:
0,001, tasa de aprendizaje: 0,001

GRU Time step (r): 3; número de capas: 1 ; número de unida-
des capa: 128; L1 matriz de pesos: 0,001, L2 matriz de pe-
sos: 0,0001; L1L2 salida: 0,0001; L1L2 vector de interceptos:
0,001, tasa de aprendizaje: 0,001

Cŕımenes VAR Orden de retraso (p): 13

VECM Orden de retraso (q): 13

MLP Time step (r): 13; número de capas: 2; número de unida-
des capa 1: 48; número de unidades capa 2: 128; L1 ma-
triz de pesos: 0,01, L2 matriz de pesos: 0,0001; L1L2 salida:
0,00001; L1L2 vector de interceptos: 0,00001, tasa de apren-
dizaje: 0,001
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LSTM Time step (r): 13; número de capas: 1 ; número de unidades
capa: 128; L1 matriz de pesos: 0,01, L2 matriz de pesos: 0,1;
L1L2 salida: 0,01; L1L2 vector de interceptos: 0,01, tasa de
aprendizaje: 0,0001

GRU Time step (r): 13; número de capas: 1 ; número de unidades
capa: 128; L1 matriz de pesos: 0,01, L2 matriz de pesos: 0,1;
L1L2 salida: 0,01; L1L2 vector de interceptos: 0,1, tasa de
aprendizaje: 0,0001; tasa Dropout 1: 0,3; tasa Dropout 2:
0,5

Enerǵıa VAR Orden de retraso (p): 8

VECM Orden de retraso (q): 8

MLP Time step (r): 1; número de capas: 2; número de unidades
capa 1: 112; número de unidades capa 2: 112; L1 matriz
de pesos: 0,0001, L2 matriz de pesos: 0,00001; L1L2 salida:
0,001; L1L2 vector de interceptos: 0,01, tasa de aprendizaje:
0,001

LSTM Time step (r): 1; número de capas: 1 ; número de unidades
capa: 256; L1 matriz de pesos: 0,001, L2 matriz de pesos:
0,0001; L1L2 salida: 0,00001; L1L2 vector de interceptos:
0,00001, tasa de aprendizaje: 0,001

GRU Time step (r): 1; número de capas: 1 ; número de unidades
capa: 64; L1 matriz de pesos: 0,0001, L2 matriz de pesos:
0,00001; L1L2 salida: 0,00001; L1L2 vector de interceptos:
0,0001, tasa de aprendizaje: 0,001

VAR DUM-
MIES

Orden de retraso (p): 8

VECM DUM-
MIES

Orden de retraso (q): 8

Macroeconómi-
cas

VAR Orden de retraso (p): 12

VECM Orden de retraso (q): 12

MLP Time step (r): 6; número de capas: 1; número de unidades
capa: 80; L1 matriz de pesos: 0,0001, L2 matriz de pesos:
0,00001; L1L2 salida: 0,01; L1L2 vector de interceptos: 0,001,
tasa de aprendizaje: 0,001

LSTM Time step (r): 6; número de capas: 1 ; número de unidades
capa: 256; L1 matriz de pesos: 0,00001, L2 matriz de pesos:
0,001; L1L2 salida: 0,0001; L1L2 vector de interceptos: 0,001,
tasa de aprendizaje: 0,001
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GRU Time step (r): 6; número de capas: 1 ; número de unidades
capa: 224; L1 matriz de pesos: 0,00001, L2 matriz de pe-
sos: 0,001; L1L2 salida: 0,0001; L1L2 vector de interceptos:
0,00001, tasa de aprendizaje: 0,001
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B. Anexo 2

A continuación, se presentan las gráficas de las series multivariadas consideradas dentro de la
investigación.

Figura B.1.: Serie multivariada: Precio de acciones bancarias

Figura B.3.: Serie multivariada: Variables climáticas
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Figura B.2.: Serie multivariada: Consumo de agua (M3) por estrato

Figura B.4.: Serie multivariada: Casos COVID-19 en Colombia
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Figura B.5.: Serie multivariada: Cŕımenes en Bogotá

Figura B.6.: Serie multivariada: Precio de la enerǵıa eléctrica (KWH)
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Figura B.7.: Serie multivariada: Variables macroeconómicas
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A continuación, se presenta las gráficas de las predicciones y los datos de prueba del modelo VECM
para la serie de precios de acciones y MLP para la serie de precios de la enerǵıa eléctrica.

Figura C.1.: Predicción modelo VECM: Precio acción Bancolombia

Figura C.2.: Predicción modelo VECM: Precio acción Banco de Bogotá
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Figura C.3.: Predicción modelo VECM: Precio acción Davivienda

Figura C.4.: Predicción modelo MLP: Precio enerǵıa eléctrica sector regulado
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Figura C.5.: Predicción modelo MLP: Precio enerǵıa eléctrica sector no regulado

Figura C.6.: Predicción modelo MLP: Precio enerǵıa eléctrica sector bolsa
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