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xi

Resumen

Se describe una metodologı́a de identificación y localización de fallos en máquinas rotativas
utilizando procesamiento digital de imágenes termográficas. El trabajo incluye un esquema
de adquisición de las imágenes, de preprocesamiento parareducir el ruido de fondo y de
segmentación de regiones de interés, utilizando transformada watershed. Se extraen dos tipos
de caracterı́sticas; las primeras, de tipo estadı́stico, capturan información sobre intensidades de
pixel; las segundas, de tipo direccional, capturan información sobre magnitudes y direcciones de
propagación de calor en las regiones de interés. Se utilizan técnicas de aprendizaje supervisado
y se hacen análisis de relevancia para seleccionar el conjunto de caracterı́sticas más relevantes.
Como resultado se obtienen subconjuntos de caracterı́sticas que, extraı́das de las regiones de
interés, permiten tanto la identificación como la localización espacial de zonas donde se presentan
los efectos térmicos debidos a los fallos.

Palabras clave: Termograf́ıa infrarroja, m áquinas rotativas, mantenimiento predictivo, regíon de

inter és, caracteŕısticas direccionales, caracterı́sticas estad́ısticas.
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Abstract

This work describes a methodology for identifying and locating faults in rotating machines
using digital image processing techniques. The work includes an outline of image acquisition,
preprocessing to suppress background noise and segmentation of regions of interest using
watershed transform. Two types of features are extracted: the firsts, of statistical type, capture
information about pixel intensities; the latter ones, of directional type, capture information about
magnitudes and directions of propagation of heat in the regions of interest.
Supervised learning techniques and relevance analysis areimplemented, to select the most relevant
feature set. As a result, subsets of extracted features fromregions of interest, allow both the
identification and the spatial location of areas where thermal effects are due to failures.

Index terms: Infrared thermography, rotating machines, predictive maintenance, region of interest,

directional features, statistical features.
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1. Introducci ón

Las máquinas rotativas hacen parte de los elementos fundamentales para el funcionamiento de
fábricas de manufactura, lı́neas de producción, plantasquı́micas e instalaciones de generación de
energı́a. Las fallas para este tipo de máquinas se presentan debido al deterioro de piezas asociadas,
como acoples, rodamientos, componentes de los motores y cargas, entre otras, relacionadas con
desperfectos en la simetrı́a del conjunto de la máquina. Uncaso particular lo constituye el
desbalance de masa, en el que una carga distribuida asimétricamente sobre el eje desplaza el centro
de masa de los elementos acoplados al motor de su centro de rotación, generando vibraciones y
“golpeteo” [19]. El objetivo principal de los programas de mantenimiento en máquinas rotativas es
evitar su salida de operación. Esto se hace mediante dos estrategias: el mantenimiento correctivo y
el preventivo. La primera estrategia implica la reparación de la pieza involucrada, lo que requiere
de la salida de operación de la máquina mientras se hace la reparación. Por el contrario, con el
mantenimiento preventivo, se toman medidas de forma anticipada basadas en la disponibilidad
de datos estadı́sticos sobre la ocurrencia de fallos conocidos, los cuales se utilizan para la
programación de jornadas de mantenimiento. Para los métodos de mantenimiento predictivo se
puede utilizar alguno de los siguentes enfoques [17]:

En los enfoques basados en estimaciones y confiabilidad, la ocurrencia de fallos se predice
teniendo en cuenta que la distribución de eventos almacenados sobre una población de
máquinas inspeccionadas es idéntica. Esto permite la consideración de modelos estadı́sticos
de la confiabilidad de las máquinas. Este aspecto sugiere lautilización de métodos
estadı́sticos para determinar la vida útil de los componentes inspeccionados. No obstante,
pueden producirse costos innecesarios por el reemplazo de componentes con una vida útil
significativa al momento de su reemplazo [16].

En los enfoques de predicción de las condiciones de operación de la máquina, se involucra
el modelado para describir la máquina y sus modos de fallo, como en el caso de los
modelos de propagación de fracturas [24]. Este tipo de mantenimiento está basado en la
caracterización de la diferentes condiciones de operaci´on de la máquina, lo que permite
tener una aproximación de la forma como se presenta un fallopara ası́ optimizar el
tiempo de disponibilidad de la máquina. Este enfoque considera también modelos generados
directamente de datos obtenidos sobre condiciones de operación. Estos datos pueden ser
señales de vibraciones [46], frecuencia natural y amplitud de acelaración [35]. El análisis de
los modelos incluye representaciones como elementos finitos para el cálculo de la fatiga de
elementos rodantes basado en su geometrı́a, carga y velocidad [23].



2 1 Introducción

La medición de estas condiciones se basa en los registros dela máquina utilizando equipos
portables o de mano, y se compara con las especificadas para condiciones normales de operación,
lo que puede constituir un proceso tedioso, pero que es muy utilizado por representar un bajo costo
inicial [41]. Los enfoques tradicionales de inspección de máquinas rotativas se basan en señales
acústicas y de vibración. Recientemente ha cobrado vigencia el análisis basado en termografı́a
infrarroja, debido a que las metodologı́as de adquicisiı́on de las caraterı́sticas para la identificación
de fallos son completamente no invasivas. Para el caso de lasmáquinas rotativas, la mejor manera
de caracterizar su comportamiento y evolución térmica esa través de la comparación entre los
registros de temperatura obtenidos a partir de la simulaci´on de un modelo de la máquina en
presencia de un fallo inducido, y los datos obtenidos de la m´aquina real. Una forma de caracterizar
este comportamiento es a través de métodos de simulación; sin embargo, esta labor puede tornarse
muy compleja porque una máquina suele tener piezas con propiedades térmicas diferentes, y no
en todos los casos es factible contar de antemano con un modelo tridimensional de la máquina, ni
tampoco hacer un despiece de la misma para generar un modelo exclusivo para la aplicación.
Debido a lo anterior, para implementar una metodologı́a de mantenimiento predictivo,
necesariamente se deben considerar enfoques automatizados para la adquisición de datos en
tiempo real, de modo que no ocurran imprecisiones o errores de paralaje entre jornadas de
mantenimiento programadas [16]. Sin embargo, las metodologı́as existentes para la detección de
fallos en máquinas rotativas basadas en análisis de termografı́a infrarroja consideran tanto las
regiones de calor a analizar como el fondo, debido a que la adecuada segmetación de las zonas
consideradas posibles fallos es aún tema de discusión, bien en forma de pı́xeles o de coeficientes
que resulten de una transformación hecha sobre la imagen, de modo que no es posible aislar
adecuadamente regiones de interés (ROIs) en las imágenespara localizar fallos; por el contrario, se
utiliza de forma indiscriminada la información de toda unaimagen, o de una región seleccionada
manualmente por quien hace la inspección de forma manual.
Este trabajo presenta una nueva metodologı́a de procesamiento digital de imágenes termográficas
aplicada a la identificación de fallos en máquinas rotativas. Esto permite avanzar hacia el desarrollo
de metodogı́as automáticas de detección temprana de fallos, y el desarrollo de esquemas de
mantenimiento predictivo con los cuales el seguimiento de la máquina puede hacerse en tiempo
real. La metodologı́a consiste en identificar y localizar, en imágenes térmicas, las regiones de la
máquina inspeccionada que presentan los mayores aumentosde temperatura, para caracterizar en
esas regiones los cambios en las magnitudes y direcciones depropagación de calor, que ocurren
por efecto de fallos mecánicos. La estructura del documento es la siguiente: en el capı́tulo2 se
describe la metodologı́a para la adquisición de la imagen térmica requerida para el diagnóstico
e identificación de fallas en motores industriales; en el capı́tulo 3 se analizan dos tipos de
caracterı́sticas para la detección de fallos; en el capı́tulo 4 se muestra la discriminancia de las
caracterı́sticas consideradas y en el capı́tulo5 se presentan la conclusiones del trabajo y se
proponen trabajos futuros.



2. Adquisici ón de im ágenes
termogr áficas sobre m áquinas
rotativas

2.1. Aspectos preliminares

En este capı́tulo se describe la metodologı́a para la adquisición de la imagen térmica requerida
para el diagnóstico e identificación de fallas en motores industriales. Los análisis tienen como
principales ventajas que la adquisición de datos no requiere del contacto fı́sico entre el sensor y la
máquina inspeccionada, por lo que son totalmente no invasivos. La metodologı́a, que se resume en
la figura2-1, incluye los siguientes pasos: 1.) la adquisición de las imágenes térmicas a través de
su extracción de las secuencias de video; 2.) filtrado, es decir, la transformación de los elementos
de la imagen a un espacio de representación adecuado para suprimir el ruido de fondo y 3.), un
algoritmo modificado de umbralización multinivel para detectar las regiones en las que ocurren
las mayores variaciones de temperatura en las imágenes, como paso previo a la segmentación de
ROIs.
El objetivo de este preprocesamiento es incrementar la precisión del registro de los aumentos de
temperatura en las imágenes termográficas, para permitiruna mejor identificación de fallos debidos
en este caso, al desbalance en el eje en el motor. El diagnóstico de la condición de operación de
la máquina se hace utilizando exclusivamente los datos obtenidos de las imágenes termográficas,
lo que hace que esta metodologı́a esté dentro del enfoque demantenimiento predictivo basado en
datos.

Adquisición de video
1.) Filtrado:
-- Filtrado wavelet
-- Esquema lifting

2.) Segmentación de ROIs
-- Cuantización de las
    imágenes.
-- Transformada watershed.

Banco de pruebas

Figura 2-1.: Diagrama de la metodologı́a de preprocesamiento.

El capı́tulo está organizado en la siguiente forma: en la sección 2.2 se muestran las aplicaciones
que pueden tener las imágenes termográficas para la identificación de fallos en máquinas rotativas;
en la sección2.3 se describe la metodologı́a de adquisición de las imágenes y se muestran
las metodologı́as de filtrado utilizadas para mejorar la representación de las imágenes; en la
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sección2.4se presentan algunas consideraciones que justifican la pertinencia de la metodologı́a de
umbralización; en la sección2.5 se hace una breve descripción de las técnicas de umbralización,
y se describen las circunstancias que motivan la elección de la metodologı́a propuesta; en la
sección2.6se describe la segmentación utilizada para las ROIs; en la sección2.7se describen las
especificaciones de los experimentos, para obtener las bases de datos requeridas, y en la sección
2.8se presentan los resultados de los mismos. Finalmente, en lasección2.9se presentan algunas
conclusiones respecto a los experimentos.

2.2. Identificaci ón de fallos utilizando im ágenes
termogr áficas

2.2.1. Mantenimiento predictivo de m áquinas rotativas

La termografı́a infrarroja puede utilizarse para analizarun perfil anormal de temperatura que
indique un fallo potencial en un objeto bajo inspección [25]. Esto ha mostrado ser útil para la
identificación y caracterización de defectos en materiales, ası́ como en pruebas de control de
calidad, evaluaciones no destructivas, identificación y caracterización de defectos en soldaduras
[27], y en aplicaciones médicas, como la asistencia al diagnóstico de cáncer de seno utilizando
mamografı́a térmica [3].

Para el caso de las máquinas rotativas, los análisis basados en termografı́a infrarroja utilizan la
temperatura como variable de medida que puede dar información sobre la condición de operación
de la máquina. Esto se debe a que todas las máquinas tienen como parámetro su temperatura
normal de operación, y cualquier incremento o decremento anormal de temperatura es un indicio
de problemas en su funcionamiento [41]. La obtención de evidencia necesaria para diagnosticar
fallos en máquinas rotativas, utilizando el mantenimiento predictivo, se hace mediante enfoques
basados en modelos, y en señales o datos [5]:

En las aproximaciones basadas en modelos (ver figura2-2), se considera la diferencia entre las
caracterı́sticas extraı́das de la simulación de un modelode la máquina inspeccionada, y las mismas
caracterı́sticas obtenidas de la máquina real. Este tipo de enfoques puede implicar un trabajo muy
complejo debido a que la máquina puede tener piezas con diferentes propiedades térmicas, lo que
dificulta la generación del modelo y la caracterización dela máquina y de los fallos [43].

En las aproximaciones basadas en datos (ver figura2-3), se buscan cantidades medidas a partir
de parámetros de la máquina como espectros de voltajes, velocidades o temperaturas, y se
utilizan como indicadores de fallos. Las limitaciones de este tipo de métodos se relacionan con
la naturaleza de las cantidades que se necesite medir, y de las implicaciones que suponga su
obtención. Es el caso de los análisis basados en señales de vibración, en los que se requiere acoplar
fı́sicamente sensores a una máquina, pero no en todos los casos es factible el acceso a ciertos
puntos de las máquinas para su implementación. Estos métodos no requieren de conocimiento
sobre el modelo de la máquina; por el contrario los fallos son identificados mediante registros
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Modelo (a)

Motor

Procesamiento
 de señales

+
Entrada Índicador de fallo

Modelo (b)
Entrada 

Error

Modelo (n)
Entrada 

Figura 2-2.: Enfoque de diagnóstico basado en modelos [5].

obtenidos que son caracterizados y agrupados utilizando t´ecnicas de reconocimiento de patrones.

Motor
Extracción de
características

Procesamiento 
de señales

Proceso de
decisión

Índicador de falloAnálisis de
clustering

Figura 2-3.: Enfoque de diagnóstico basado en modelos [5].

Los análisis basados en termografı́a infrarroja utilizanestas dos aproximaciones, porque
los registros de temperatura de una máquina pueden compararse con los de una simulación
para determinar la presencia de un fallo y caracterizarlo (aproximación basada en modelos).
Los registros pueden obtenerse durante inspecciones rutinarias para compararlos con valores
especificados para condiciones de operación normal de la m´aquina (aproximación basada
en datos). Finalmente, los registros obtenidos de la máquina pueden tomarse en diferentes
condiciones de operación para generar historiales de temperatura con los cuales planificar
jornadas de mantenimiento predictivo. Las metodologı́as automáticas para identificar y localizar
los posibles fallos a partir de imágenes termográficas adquiridas sobre máquinas rotativas, son
de reciente investigación. En la búsqueda realizada en este estudio, se encontraron los siguientes
trabajos relevantes:

En [30], se analiza el efecto que tiene la inspección de imágenestermográficas tomadas en un
mismo componente mecánico de una máquina para intervalosde tiempo distintos pero de la misma
duración. Este trabajo muestra que la aplicación de transformaciones espacio-escala sobre las
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imágenes permiten revelar diferencias morfológicas y dinámicas entre secuencias de imágenes,
como producto de la modificación en la distribución de temperatura de las mismas, y que se
producen al modificarse los valores de pı́xeles en las imágenes. También concluye que el análisis
termográfico por sı́ mismo, es insuficiente para predecir anomalı́as relacionadas con sistemas
mecánicos bajo análisis.

En [47], se propone la consideración de histogramas de coeficientes wavelet de aproximación que
se obtienen de la descompisición de imágenes térmicas; la presencia de fallos se determina a partir
del análisis sobre cambios en las distribuciones de probabilidad de los coeficientes obtenidos.

Este método tiene como limitación que no considera la extracción de ROIs en las imágenes
de modo que no es posible obtener de forma automática la ubicación espacial del fallo en la
máquina. Otra limitación tiene que ver con el tipo de caracterı́sticas medidas en las imágenes,
dado su carácter paramétrico. Por ejemplo, medidas como la curtosis y la asimetrı́a tienen una
clara interpretación cuando se consideran distribuciones de probabilidad normales, al igual que
con la desviación estándar y la media de los datos. Pero confrecuencia ocurre que la distribución
de probabilidad de los pı́xeles de una imagen no se ajusta a una distribución paramétrica, por lo
que sin ningún conocimiento sobre la distribución probabilı́stica de los pı́xeles, para efectos de
interpretabilidad de resultados, deben considerarse preferiblemente medidas de tendencia central
como la media y la media ponderada de los datos, y medidas de dispersión como la desviación
estándar y la desviación media absoluta, tal como se propone en [9]. El método presenta además las
limitaciones de un análisis multiresolución basado en transformada wavelet y que son la escogencia
de la wavelet madre, y el nivel óptimo de descomposición.

En [45] se propone el uso de redes neuronales para la identificacı́on de fallos en los rodamientos
de una máquina rotativa. En dicho trabajo se utilizan como caracterı́sticas el área, el perı́metro
y momentos centrales de ROIs, cuyas morfologı́as son segmentadas utilizando una metodologı́a
propuesta en [14], que a su vez se basa en el método de Otsu [33]. El trabajo tiene como
limitaciones que los experimentos se hacen trabajando en elespacio de color RGB, lo que supone
de antemano una dificultad asociada a la escogencia de la capaóptima en las imágenes para hacer
el procesamiento de las mismas. Por otra parte, la utilización del método de umbralización de Otsu
tiene limitaciones derivadas de la formulación original del método, y que impone restricciones
respecto a la bimodalidad del histograma de la imagen, como requisito para hallar un umbral
óptimo que permita la separación del objeto(s) en la imagen del fondo de la misma [22].

En este trabajo se sugiere como estrategia de localizaciónespacial de fallos, la segmentación de
ROIs y la extracción de caracterı́sticas sobre estas y no sobre el conjunto total de la imagen.
Se propone una metodologı́a que resuelve los problemas descritos anteriormente, en la siguiente
forma:

Se utilizan transformadas wavelet para implementar una metodologı́a de reducción de ruido
de fondo. Del filtrado se obtienen imágenes que tienen las mismas dimensiones que la
imagen original, pero con diferente relación señal a ruido pico (Peak Signal - to - Noise
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Ratio – PSNR). Esto se hace para mejorar la representación de las imágenes sin perder
la interpretabilidad de las mismas, por efecto de la transformación wavelet. En todos los
experimentos que implican el filtrado de las imágenes, se utiza el filtro bidimensional,
Biortogonal 3/5 (ver figura2-4).
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Figura 2-4.: Representación tridimensional - Filtro Biortogonal 3/5.

Para localizar espacialmente los fallos se propone una metodologı́a de segmentación basada
en la identificación de las zonas con mayor variabilidad espacial de temperatura. Se utiliza
la variabilidad de los pı́xeles en ciertas regiones del histograma de las imágenes para
segmentar las ROIs del fondo. De este modo se enfocan los análisis hacia ROIs que se
conoce previamente, son afectadas directamente por los efectos térmicos que producen los
fallos mecánicos considerados. Estas ROIs se utilizan como marcadores con los que se hace
una segmentación posterior utilizando la transformada watershed.

2.3. Adquisici ón y filtrado de las im ágenes de las
imágenes termogr áficas

Las imágenes se obtienen de una cámara que detecta la radiación emitida por la máquina en el
rango infrarrojo del espectro electromagnético, y la convierte en un mapa térmico que puede
utilizarse para detectar modos de degradación de la máquina manifiestados como aumentos
de temperatura, por ejemplo los rodamientos, que por efectode los desbalances inducidos
para simular fallos, empiezan a deformarse y a presentar irregularidades en su superficie,
produciendo incrementos en la fricción con las piezas en contacto con estos durante su operación
y consecuentemente provocan aumentos de temperatura en partes de la máquina [16].

Existe evidencia de que para las imágenes termográficas, los procesos tales como filtrado y
extracción de ruido afectan la calidad de las imágenes, siendo apreciables los efectos en los bordes.
Para afrontar este problema, en [18] se considera la transformada wavelet discreta cuadrada y
se propone la itilización de algunas bases wavelet ortogonales. La medición de desempeño fue
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evaluada en términos del porcentaje de bordes y contornos que permanecen en la imagen después
de la extracción del ruido. En [1], para el procesamiento de imágenes médicas se utiliza lafunción
Daubechies basada en literatura previa en la cual se documenta acerca de descomposiciones
estables y precisas para señales biomédicas. El éxito delos métodos basados en wavelet se debe a
que las imágenes tienden a ser poco densas, lo que implica que las reconstrucciones basadas en un
pequeño conjunto de wavelets son muy precisas [11].
En el trabajo presentado en [30] se concluye que la combinación de termografı́a infrarroja y
transformadas wavelet en dos dimensiones permite revelar diferencias dinámicas y morfológicas
mostradas por patrones térmicos diferentes encontrados en máquinas rotativas. En [48] se propone
un filtro wavelet para aumentar la discriminancia de caracterı́sticas estadı́sticas medidas sobre las
distribuciones de probabilidad en los coeficientes del filtro, de cara a la identificación de fallos en
máquinas rotativas. Para el mismo problema, en [45] se propone un acercamiento a la localización
de fallos, implementando una técnica de umbralización para segmentar posibles ROIs, y focalizar
la tarea del procesamiento.
En esta tesis se propone un filtrado de las imágenes con en fin de obtener los coeficientes de
aproximación. De este modo se obtiene una representaciónque puede utilizarse para proseguir en la
etapa de localización, que se hace mediante una modificaci´on de una metodologı́a de umbralización
multinivel.

2.4. Segmentaci ón de im ágenes termogr áficas

Al segmentar una imagen se separan regiones o contornos, denominados objetos, mediante la
identificación de caracterı́sticas comunes. Dado que la propiedad más simple que pueden compartir
los pı́xeles en la región de una imagen es la intensidad, unaforma natural de separar las regiones
es a través de una umbralización o separación de regionesclaras y oscuras [29].
Una umbralización constituye una versión simple de segmentación en la que obtiene una versión
umbralizadag(x, y) de una imagenI (x, y) a partir de un umbralT dado por:

g(x, y) =















1 if I (x, y) ≥ T

0 en cualquier otro caso
(2-1)

Esta forma de umbralización se denominaglobal, y tiene como limitación que solo puede aplicarse
a algunas imágenes, en las cuales la relación objeto-fondo de la imagen, es clara [34]. En la mayorı́a
de los casos, se implementan técnicas de umbralización multinivel, en las que problema de la
selección de los umbrales para cuantizar una imagen se puede interpretar como el de encontrar
un conjuntoT(l), (l = 1, 2, ..., L) de valores de umbral, de modo que la imagen originalI (x, y)
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se transforme en una nueva con sóloJ valores, es decir, siT(l) son los valores de umbral para
T(1) ≤ T(2), < ..., < TL, entonces, la imagen de salida se define como:

g(x, y) =











































0, si I (x, y) ≤ T(1)

1, si T(1) ≤ I (x, y) ≤ T(2)
...

L si I (x, y) ≥ T(L)

(2-2)

donde 0 yL representan los valores mı́nimo y máximo de la imagen, respectivamente [34].
Las técnicas de segmentación de imágenes pueden clasificarse dentro de los siguientes enfoques:

Segmentacíon supervisada, o basada en modelos,en la cual se utiliza conocimiento
previamente de objetos y del fondo de las imágenes para determinar la presencia o
ausencia, de regiones especı́ficas que se requiere segmentar. Este tipo de segmentación suele
combinarse con etapas posteriores de reducción de falsos positivos (algoritmos de extracción
de caracterı́sticas combinados a su vez con clasificadores), lo que suele implicar la inclusión
de etapas de entrenamiento en las cuales los algoritmos “aprenden” los objetos especı́ficos
que deben detectar, para luego clasificar imágenes dependiendo de la presencia o ausencia
de objetos similares.

Segmentacíon no supervisada,en la cual la se encuentran regiones de la imagen que son
uniformes respecto a propiedades especı́ficas como los niveles de gris, textura o color [31].
Existen a su vez enfoques para este tipo de segmentación, los cuales pueden divididirse en
los siguientes grupos:

1. Métodos basados en regiones,en los que la imagen se divide en regiones homogéneas,
conectadas espacialmente. Usualmente este tipo de métodos implican la asignación de
puntos semilla, asignados manualmente en regiones de interés definidas previamente.
En este tipo de métodos se incluyen los enfoques de crecimiento de regiones, los
métodos de tiposplit and mergey los métodos basados en transformada watershed
[37].

2. Métodos basados en contornos,que se basan en las fronteras de las regiones
consideradas. Tienen como desventaja, que se basan principalmente en la información
de bordes de la imagen, los cuales en muchos casos no pueden ser completados
satisfactoriamente, de modo que pueden formarse curvas no cerradas ni conexas que
rodeen las regiones de interés [31]. En este sentido, pueden requerir de algoritmos para
resaltar los bordes relevantes en la imagen, de forma previaa la etapa de detección.

3. Métodos basados en clustering,que agrupan aquellos pı́xeles que tienen propiedades
similares y que podrı́an dar lugar a la formación de regiones no conexas. Pueden
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dividirse enmétodos jeŕarquicos, que producen series de particiones anidadas, y
en métodos particionales,que producen una sola partición. Aunque los métodos
jerárquicos pueden ser más precisos, los métodos particionales se utilizan en
aplicaciones que involucran grandes bases de datos. Estos ´ultimos tienen dos grandes
desvantajas: (1.) que el algoritmo tiene que conocer previamente el número de regiones
que hay en la imagen y (2.), que los algoritmos de clustering no utilizan información
espacial de la imagen. En este tipo de metodologı́as se encuentra el algoritmo de
k−means.

En este estudio, las ROIs que se requieren segmentar deben presentar los valores de
temperatura proporcionalmente más altos que contienen las imágenes, pues se presume
que estos corresponden a las piezas de la máquina que estánsiendo afectadas por fallos
mecánicos que producen incrementos anormales de temperatura. Se requiere el análisis de
la silueta de la máquina, ya que es de interés obtener información sobre el área delimitada
por el contorno de la máquina para establecer la localización espacial de los fallos. Por estas
razones se utiliza un enfoque basado en regiones que incluye, primero, una umbralización
multinivel para detectar las regiones de mayor calentamiento (hot-spots); aquellas que
resultan de esta primera etapa se utilizan como marcadores para una segmentación basada
en transformada watershed, con la que se obtiene una mejor representación de las ROIs.

2.5. Método propuesto de umbralizaci ón

En [4] se propone una umbralización multinivel para imágenes,considerando intervalos de
tolerancia en la distribución de probabilidad de los pı́xeles. El algoritmo genera intervalos de forma
iterativa, y a los pı́xeles dentro de estos se les asigna comovalor la media ponderada (ver Anexo
B.1.1) de los valores de pı́xeles en el intervalo. La formulacióndel algoritmo garantiza para cada
iteración la existencia de intervalos disyuntos para valores “bajos y altos” de pı́xeles en la imagen
que son cuantizados.

Las consideraciones basadas en los intervalos de tolerancia, al estar definidas en términos de
medidas paramétricas como lo sonµ y σ, dependen de la distribución de los pı́xeles en la imagen;
si ésta es normal, entonces los intervalos definen proporciones de datos de tamaño fijo en la
distribución probabilistica. Sin embargo esta condición no necesariamente se cumple en todos los
casos, por lo que una umbralización basada completamente en los intervalos de tolerancia implica
aceptar cierto error debido a particularidades de la distribución de probabilidad de los pı́xeles
en las imágenes. En este estudio los intervalos con mayoresvariaciones de pı́xeles de valor alto,
se utilizan para proponer regiones que sirven como marcadores en una segmentación posterior
basada en transformada watershed. El algoritmo2.5.1describe la formulación original del método
de umbralización; posteriormente se describen las modificaciones propuestas.
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Algoritmo 2.5.1: Umbralización multinivel propuesta en [4]
entradas: n, que representa el número de umbrales que debe tener la imagen cuantizada;k,

y la imagen a cuantizar.
salida : La imagen cuantizada.
para i = 1 : (n− 2)/2 hacer1

Se define el rangoR = [a,b]; incialmentea = 0; b = 255.2

Encontrar la media (µ) y la desviación estándar (σ) de todos los pı́xeles enR.3

Se definen los umbralesT1 = µ − kσ y T2 = µ + kσ, dondek es un parámetro libre.4

A los pı́xeles dentro de [a : T1] y [T2 : b]5

se les asigna como valores la media ponderada de su respectivo intervalo.
a = T1 + 1; b = T2 − 16

fin7

Finalmente, se repiten los pasos 2− 5 cona = T1 + 1, b = µ, y cona = µ + 1, b = T2 − 1.8

Algoritmo 2.5.2: Umbralización multinivel modificada
entrada: La imagen a cuantizarimOriginal y k.
salida : La imagen cuantizada.
mientras T1 − T2 ≥ 2 hacer1

Se define el rangoR = [a, b], incialmentea = mı́n(imOriginal) y b = máx(imOriginal).2

Encontrar la media (µ) y desviación estándar (σ) de todos los pı́xeles enR.3

Se definen los umbralesT1 = µ − kσ y T2 = µ + kσ, dondek es un parámetro libre.4

A los pı́xeles dentro de [a : T1] y [T2 : b]5

se les asigna como valores la media ponderada de su respectivo intervalo.
a = T1 + 1; b = T2 − 16

fin7

Las razones que motivan las modificaciones a la metodologı́adescrita en el agoritmo2.5.1son las
siguientes:

No interesa de forma particular la asignación un número determinado de umbrales en la imagen
final (lo que supondrı́a adicionar incertidumbre adicionalal algoritmo). En este punto se lanza
la hipótesis de que hay rangos de pı́xeles para los que ocurren las mayores variaciones en las
imágenes, y que esos rangos hacen parte de los pı́xeles de las ROI. Para garantizar que se analize
la mayor cantidad posible de intervalos de pı́xeles, se propone como criterio de parada inicial la
conservación de una diferencia mı́nima de 2 entre los valores deT2 y T1 en cada iteración (ver
algoritmo2.5.2), de modo que las iteraciones no produzcan el traslape entrelos intervalos. Esto
motiva la modificación del paso 1.) del algoritmo original.

Por otra parte, la formulación original del algoritmo no fue hecha para imágenes termográficas,
de modo que se asumen imágenes con pı́xeles cuyo rango de valores fluctúa entre 0 y 255. Este
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no es el caso general de las imágenes termográficas, en las cuales dependiendo de la aplicación
se pueden tener rangos de pı́xeles con variaciones menores aunas pocas decenas. Tal limitación
motivó la modificación del paso 2.) del algoritmo2.5.1.
Los algoritmos2.5.1y 2.5.2están basados en la calidad de la representación de la imagen, descrita
en términos de los intervalos de tolerancia en su histograma. Aunque no permite el traslape entre
los intervalos, resulta claro que el valor del parámetrok introduce incertidumbre al problema, y
que una escogencia errónea de dicho parámetro puede conducir a una cuantización poco precisa de
la imagen, en el sentido que se puede obviar la verdadera variabilidad de los pı́xeles en cada uno
de estos subintervalos.
Para justificar la escogencia del parámetrok en la umbralización, debe corroborarse: 1.), que
sea posible utilizar el mismo valor para todas las imágenes, teniendo en cuenta todas las clases
consideradas y 2.), que haya regularidad en los intervalos obtenidos para lasimágenes. Esta
corroboración se hace implementando la umbralización para un conjunto submuestreado de
imágenes en las bases de datos a razón de una imagen cada 180segundos, lo que da lugar a
18 imágenes por condición. Para la umbralización, se utiliza inicialmentek = 1.

2.6. Segmentaci ón utilizando transformada watershed

Con frecuencia la segmentación basada en transformada watershed se explica con alguna una
abstracción, en la que se piensa en la imagen como la representación de una superficie topográfica
en la que el nivel de gris representa la altura sobre un relieve. Si existen fuentes independientes
de agua que inundan la superficie a partir de los mı́nimos locales en el relieve, entonces el nivel
de agua (de gris) aumentará hasta inundar completamente lasuperficie. Se asume que cada una de
las distintas fuentes de agua tiene asignada una etiqueta. Antes de que dos regiones inundadas por
fuentes diferentes (que en la transformada reciben el nombre decatchment basins) se toquen, se
genera una región denominadaregión watershed, que no se toca con ninguna otra. Al final de la
segmentación, las fronteras de las regiones watersheds, denominadaslı́neas watershed, definen los
lı́mites entre los objetos segmentados [37].
En la práctica, la transformada watershed no se aplica directamente sobre una imagen sin ningún
tipo de preprocesamiento de la misma, pues el algoritmo tiende a sobresegmentarla (ver figura
2-5). En su lugar, suele segmentarse la que contiene su gradiente morfológico [28], pues de este
modo se producen regiones watersheds para puntos de discontinuidad controlados mediante algún
preprocesamiento previo que evita la sobresegmentación de la imagen. El enfoque utilizado en este
estudio es el denominadosegmentación watershed controlada por marcadores, que hace uso de
operaciones morfológicas para determinar el gradiente morfológico de la imagen y loscatchment
basinsen los mı́nimos de la imagen de gradientes [6]. La secuencia de operaciones morfológicas es
similar a la descrita en [14], y la transformada watershed es la propuesta en [28]. Esto se describe
gráficamente en la figura2-6, cuya secuencia de pasos es la siguiente:

1. La computación de la función de segmentación se hace calculando los bordes de los objetos
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Posibles líneas

de contorno

Objetos falsos

Ruido de fondo

Mínimos locales

(a) Imagen original.

(b) Sobresegmentación de la imagen original, luego del
cálculo de su transformada watershed.

Figura 2-5.: Representación de ROIAB como una superficie topográfica, y de su tranformada
watershed.

que se quiere segmentar. Esto se hace obteniendo un mapa de contornos de la imagen basado
en el detector de bordes de Sobel [39].

2. El términomarcadoresse refiere a indicadores de los objetos que se quieren detectar; los
marcadores son necesarios pues la transformada detecta minı́mos en la imagen a partir de los
cuales se generan las regiones watershed. El problema es quelas imágenes suelen contener
muchos mı́nimos locales (ver figura2.5(a)), de modo que la transformada sobre la imagen
sin ningún preproceso produce su sobresegmentación. Losmarcadores para los objetos se
obtienen implementando operaciones morfoloógicas comunes, como por ejemplo aperturas
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basadas en reconstrucción.

3. Los marcadores para el fondo se obtienen calculando la transformada watershed de
la transformada de distancia [26] de la imagen binarizada. Los puntos en los que la
transformada watershed, de la tansformada de distancia soncero, determinan las lı́neas
watershed. La binarización se hace con la umbralización modificada propuesta en el
algoritmo2.5.2.

4. Se modifica la imagen para que sólo tenga mı́nimos regionales en los pı́xeles del fondo y en
los pertenecientes a los marcadores.

5. Se calcula la transformada watershed en la función de segmentación modificada. Esta imagen
modificada difiere de la original sólo en sus mı́nimos regionales, en el sentido de que
los únicos mı́nimos que contiene se encuentran dentro del conjunto de marcadores. La
transformada que se calcula sobre la función de segmentación modificada es la propuesta
en [28].

2.) Cálculo de marcadores 
para objetos: 
Regiones watershed

3.) Cálculo de marcadores:
Fondo de la imagen

1.) Computación:
Función de segmentación

4.) Modificación:
Función de segmentación 

5.) Cálculo de transformada
sobre la función de 
segmentación modificada 

Figura 2-6.: Esquema de una segmentación watershed basada en marcadores.

2.7. Marco experimental

A continuación se describe la metodologı́a implementada como paso previo al procesamiento
para la identificación de fallos en máquinas rotativas. Esto incluye la disposición de un banco
de pruebas, la generación de una base de datos de imágenes apartir de la descomposición de las
grabaciones de video en secuencias de imágenes, el filtradodel ruido de fondo de las imágenes
y finalmente la remoción del fondo de estas mediante la segmentación de ROIs. El objetivo del
marco experimental es mejorar la calidad en la representación de los datos a partir de la cual se
hacen el procesamiento que se describe en los capı́tulos siguientes.
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2.7.1. Banco de pruebas

El banco de pruebas se presenta en la figura2-7, y consta de un motor de inducción trifásico
cuyo eje se encuentra unido mediante un acople rı́gido a otroeje que contiene 2 discos con
perforaciones. Insertando pesos de masa arbitraria en las perforaciones se inducen dos tipos de
desbalance: El primero, denominadodpr , se produce insertando pesos en el disco perforado
más cercano, a 12 centı́metros del acople; en el segundo caso, denominadodsr, se produce el
desbalance insertando pesos en el rodamiento más lejano, a43,5 centı́metros del acople. En la
tabla2-1 se describen las especificaciones más relevantes respectoal diseño de los experimentos;
aunque aparece relacionado un solo valor de emisividad, se aclara que dicho valor fue calculado
experimentalmente para las superficies que comprenden los soportes del eje acoplado (ubicación
para sensores de acelaración en la figura2-7). Estas regiones son las mismas que se determinaron
previamente como regiones de interés (ver figura2-11).

Figura 2-7.: Banco de pruebas. Insertando pesos de masa arbitraria en los discos perforados se
inducen dos tipos de fallos, llamados de acuerdo con el rodamiento más próximo.

2.7.2. Bases de datos

Las bases de datos se obtuvieron a partir de grabaciones hechas en color sobre el banco de
prueba durante 2 horas, funcionando el motor en condicionesde normalidad e induciendo
los desbalances descritos anteriormente. Las grabacionesson descompuestas en secuencias de
imágenes, generando una cada un segundo para obtener un total de 7200 imágenes por condición.
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Las imágenes adquiridas son sub-muestreadas a razón de una imagen cada 60 segundos, lo que
da lugar a conjuntos de 53 imágenes para cada condición de operación si se considera la segunda
hora de operación del motor; este submuestreo se hace para reducir el volumen de datos a procesar.
Experimentalmente se verificó que una vez transcurrida la primera hora de operación del motor,
sus valores de temperatura permanecen estables.
Las imágenes obtenidas de la descomposición de las grabaciones se encuentran en el espacio de
color YUV, y durante todos los experimentos, se utiliza el planoY o de luminancia, para eliminar la
incertidumbre que genera la necesidad de escoge una capa adecuada para los análisis. La diferencia
entre una imagen en el espacio YUV tal como se obtiene de la descomposición del video en
secuencias de imágenes y la que se obtiene para sólo la capaY se muestra en la figura2-8.
Otras especificaciones del experimento, relacionadas con el ajuste de parámetros de la cámara,
se muestran en la tabla2-1.

(a) Corte de la imagen original; espacio de color YUV
– todas las capas.

(b) El mismo corte de la imagen de2.8(a),
mostrándose la capa Y.

Figura 2-8.: Comparación entre el mismo corte de la imagen antes y después de la extracción de
la capa Y, que es la usada en el trabajo.

EL valor óptimo para la distancia entre la cámara y el objetivo puede calcularse a partir de las
especificaciones sobre el campo de visión (Field-of-View– FOV) de la cámara, a apartir de las
siguientes expresiones2-3 y 2-4:

H = d
[

2 tan
(x
2

)]

(2-3)

V = d
[

2 tan
(y
2

)]

(2-4)

En las queH y V se refieren a las dimensiones máximas horirontal y vertical, respectivamente, que
debe tener el objetivo, para ser capturado en su totalidad por la cámara a una distanciad, teniendo
esta última un FOV especificado porx× y
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(Cámara FLIR A320)

Emisividad 0,82
Temperatura reflejada 20◦C
Distancia al banco de pruebas 1,5m
Humedad relativa 50 %
Temperatura ambiente 20◦C
Escala térmica 10− 50◦C
Resolución 320× 240 pı́xeles
Nivel espectral 7,5 a 13,0µm
Sensibilidad térmica 50mK@+ 30◦C
Campo de visión Montaje en 25◦ × 18,8◦/0,4m

Especificaciones de video
Tamaño de las imágenes 640× 480 pı́xeles
Velocidad de muestreo 1 fps
Formato de video MPEG-2

Especificaciones, bases de datos
Adquisición video Grabaciones de 2 horas de

duración (7200s) para cada
condición de operación.

Submuestreo adicional 1 frame por cada 60s.
Especificaciones, banco de pruebas Dimensiones Largo: 1m (incluyendo la

mesa); alto: 0,3m

Tabla 2-1.: Especificaciones de la cámara termográfica, video y de las secuencias de imágenes.

d 0.5 1 1.5 2 2.5 3 3.5 4
H 0.2217 0.4434 0.6651 0.8888 1.1085 1.3302 1.5519 1.7736
V 0.1655 0.3311 0.4966 0.6622 0.8277 0.9933 1.1588 1.3244

Tabla 2-2.: Valores de distancia (en metros) entre la cámara y el objetivo, según las
especificaciones de FOV de la cámara.

2.7.3. Evaluaci ón de las t écnicas de filtrado

Para determinar si un filtrado wavelet permite una mejor representación de las imágenes, se
utilizan las siguientes metodologı́as de filtrado: en la primera se utiliza un filtrado wavelet con
los coeficientes de aproximación, y la segunda utiliza un esquema lifting. Ambos experimentos se
hacen en un nivel 3 de descomposición, y utilizando como filtro wavelet el Biortogonal 3/5.

El efecto del filtrado con las metodologı́as consideradas puede verse en la figura2-9, en las que la
calidad de la representación de las imágenes2.9(b)y 2.9(c)se mide en términos de PSNR respecto
a la imagen2.9(a)de la misma figura. Para comparar los resultados obtenidos, con los del estado
del arte, las pruebas se hacen sobre ROIAB.

Dado que la medida de PSNR no es consecuente con la calidad perceptual de una imagen,
se consideró la medida propuesta en [44], denominadaStructural Similarity(SSIM). La figura
2-10 muestra los valores de la medida SSIM contra en número de frames en las bases de datos,
considerando las dos metodologı́as de filtrado citadas anteriormente.
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(a) Imagen original. (b) Filtrado utilizando coeficientes wavelet
de aproximación –filtro Biortogonal 3/5.
PSNR= −6,47 dB

(c) Filtrado utilizando esquema lifting con
lazy wavalet – filtro Biortogonal 3/5.
PSNR= 0,99 dB

Figura 2-9.: Comparación - resultados visuales del filtrado wavelet de las imágenes.
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Figura 2-10.: Relación entre el valor SSIM [44] Vs número de frames para las 2 metodologı́as de
filtrado.
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2.7.4. Evaluaci ón de la segmentaci ón

Para la localización de los fallos, se asume que algunas variaciones en la distribución térmica de la
máquina, y que son consecuencia de los fallos, se encuentran en puntos especı́ficos de la imagen.
Esto supone la necesidad de hacer una segmentación ROIs alrededor de puntos especı́ficos donde
probablemente se manifiesten estos fallos.
Una observación preliminar a las imágenes consideradas para las tres condiciones (dpr , dsr y
normal) permite asumir que las regiones correspondientes al primer y segundo rodamiento son las
que presentan mayores variaciones de temperatura, por ser estas las que están expuestas de forma
directa a los efectos mecánicos que producen los desbalances en el eje del motor. Por esta razón,
se selecciona previamente la ROI correspondiente, y etiquetada como ROIAB en la figura2-11.
Ası́, esta ROI es la que se va a utilizar para el proceso de umbralización.
Se establece entonces como uno de los objetivos del preprocesamiento separar en las imágenes
estas regiones, del fondo. El primer paso de la remoción se hizo implementando inicialmente una
modificación del método de umbralización multinivel propuesto en [4], basado en la variabilidad
de la distribución de probabilidad para los pı́xeles de unaimagen. El metodo lleva a cabo
umbralizaciones sucesivas de la imagen, teniendo como criterio los intervalos de tolerancia en la
curva que describe el histograma de la imagen. La definiciónde intervalo de tolerancia, se describe
en el anexoA.

ROI M ROI A ROI AB ROI B

Figura 2-11.: Regiones de interés seleccionadas arbitrariamente.

2.8. Resultados

En la figura2-12se muestra el resultado de aplicar la metodologı́a a una imagen arbitraria tomada
de las bases de datos. En dicha figura se muestran los valores de pixel para los intervalos altos (en
rojo, y bajos en negro), y cómo luego de 4 iteraciones el algoritmo genera 8 intervalos de pixel
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que ahora son cuantizados de acuerdo con lo descrito en el algoritmo 2.5.2. El criterio de parada
produce un número reducido de iteraciones que no producen el traslape de los intervalos, y con los
que se cubre prácticamente todo el rango de valores posibles que contiene la imagen. Puede verse
también que tal como se asumió con anterioridad, hay una mayor variación para ciertos valores de
pı́xeles en los intervalos de valores altos, por lo que se presume que una umbralización global de la
imagen basada en el primer intervalo de valores altos, y asignando a los pı́xeles en éste intervalo el
valor de 255 y al resto 0, segmenta una parte considerable de las ROIs que se buscan, vistas como
hot-spotspresentes en la imagen. Se presume que los pı́xeles en los 4 intervalos de valores bajos
contienen áreas de la imagen pertenecientes al fondo.
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Figura 2-12.: Intervalos de pı́xeles que son cuantizados, luego de aplicar a una imagen la
metodologı́a de umbralización multinivel propuesta.

Los resultados de la umbralización se ilustran en la figura2-13. La imagen final se binariza
teniendo en cuenta el rango en que se encuentran los valores más altos de pixel, con lo que resulta
una “máscara” que filtra las ROIs de la región de los dos discos perforados y del fondo.
Los resultados sobre la regularidad en los intervalos que produce la metodologı́a de umbralización
multinivel propuesta se ven en la figura2-14, donde se presenta la regularidad que se requiere para
los intervalos obtenidos con un mismo valor dek para todas las clases. Las lı́neas verticales indican
el rango de valores cubiertos por cada intervalo.
El parámetrok tiene además implicaciones respecto al número de iteraciones que hace el
algoritmo, de modo que debe verificarse cuál valor produce un menor número de iteraciones. Esto
se hizo implementando el algoritmo con valores dek entre 1 y 3. para 3 imágenes arbitrarias,
una para cada condición, en el mismo instante de tiempo, en las 3 condiciones de operación, y
observando el número de iteraciones que resulta para cada valor dek.

Un valor dek mayor produce un mayor número de iteraciones puede debersea que el histograma
de esta ROI tiene muy poca variación en los valores medios y bajos, y por lo tanto valores deσ
muy pequeños, que generan una gran cantidad de intervalos con rangos de un pixel (por ejemplo
[123 123]). Es posible inferir que no ocurre lo mismo con el extremo derecho de los histogramas
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(a) ROIAB antes de la cuantización. (b) ROIAB después de la cuantización.

Figura 2-13.: Comparación entre la imagen original, para el corte de sobre ROIAB, y la imagen
cuantizada luego de hacer la umbralización multinivel. Elintervalo con los valores
altos tras la cuantización se utiliza para binarizar la imagen.
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Figura 2-14.: Intervalos que genera el algoritmo de umbralización multinivel propuesto parak =
1, utilizando un conjunto reducido del total de las bases de datos para todas las
condiciones.

de las imágenes y por eso hay unos pocos intervalos que contienen la mayor variación de pı́xeles
en las imágenes. De acuerdo con la hipótesis lanzada previamente, los pı́xeles que están en estos
intervalos contienen las ROIs que se requiere segmentar.
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Figura 2-15.: Intervalos que genera el algoritmo de umbralización multinivel propuesto para
diferentes valores dek, utilizando una imagen arbitraria del banco de pruebas.

A partir de las figuras2-14 y 2-15 se ve que es posible utilizar el mismok para todo el
conjunto de las imágenes. Dado que las mayores variacionesde pixel, y consecuentemente de
temperatura, se presentan para la condicióndpr , se utiliza una imagen de esta condición, se le
aplica la cuantización y los pı́xeles que se encuentran dentro del primer subintervalo se utilizan
para umbralizar la imagen. Adicionalmente, para suprimir algunas ROIsfalsasque resultan de la
transformada, se hizo los siguiente:

Se cuantiza la imagen utilizando la umbralización multinivel propuesta en el algoritmo
2.5.2, teniendo en cuenta el intervalo con valores más altos de pixel que resultan en la
umbralización (ver2.13(b)). Luego, se hace una apertura de la imagen, y se eliminan
elementos conexos con menos de 200 pı́xeles. El resultado deesto se muestra en la figura
2.16(c). Los pı́xeles en estas máscaras se utilizan como marcadores para la segmentación
watershed.

Se implementa la transformada watershed, y se comparan los pı́xeles de cada una de las
regiones watershed con los pı́xeles de estas mismas regiones en las máscaras de la imagen
umbralizada y se calcula la moda de los pı́xeles en la regiónpara la imagen umbralizada.
Si la moda es cero, entonces la región watershed en la imagensegmentada toma el valor de
cero. Esto elimina algunas las regionesfalsasque se ven al comparar la imagen2.16(d)con
la 2.16(e). Las ROIs resultantes se etiquetan (2.16(f)) y para cada una de éstas se hacen los
procedimientos de análisis posteriores.
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(a) ROIAB antes de la cuantización. (b) Imagen cuantizada.

(c) Máscaras para las ROIs (en blanco) tras la
cuantización.

(d) Segmentación watershed inicial.

(e) Máscaras definitivas para las ROIs.

2

1 3 54

(f) ROIs detectadas después del preprocesamien-
to.

Figura 2-16.: Resultado de la umbralizacin multinivel, con la consecuente identificacin de ROI
relacionadas con puntos de calor.
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2.9. Conclusiones

Los resultados de las pruebas muestran que el corte que contiene a ROIAB permite discriminar
entre los fallos, y que en algunos casos no se requiere de esquema de preprocesamiento alguno.
Sin embargo, la posibilidad de utilizar una ROI en lugar de todo un corte de la imagen supone una
gran ventaja en términos de tiempo de cómputo y en la precisión de la identificación. Por otra parte,
es notable que sea posible discriminar las condiciones de operación de la máquina, considerando
una ROI que comparada con el conjunto total de la imagen es considerablemente pequeña, como
es el caso de ROIA.
Parte de la conveniencia de utilizar un filtrado wavelet, tiene que ver con que la etapa siguiente
utiliza una transformada que es bastante sensible a los mı́nimos locales en la imagen. Los
resultados dependen de la aplicación; las representaciones que ofrece el filtrado conducen a
resultados diferentes si por ejemplo se utilizan como etapas previas a la segmentación watershed.
Los resultados de la binarización de las imágenes, muestran que la metodologı́a de umbralización
propuesta tiene un desempeño bastante aceptable, permitiendo segmentar un contorno global de
ROIAB muy similar al detectado por la transformada watershed. Esto se debe a que los pı́xeles
en las ROIs presentan una mayor variabilidad de intensidades que las regiones correspondientes al
fondo de la imagen.
Como trabajo futuro se considera el análisis de la denominada ROIM, la cual es la región que
cubre al motor. Nótese que en la figura2-8, el efecto térmico de que produce el desbalance afecta
la distribución térmica del motor. Por consiguiente, algunos fallos pueden identificarse dentro de
esta región. El desafı́o consiste en la cantidad de piezas que involucran el motor,haciendo difı́cil su
segmentación.



3. Extracci ón de caracter ı́sticas

3.1. Aspectos preliminares

En este capı́tulo se analizan dos tipos de caracterı́sticasutilizadas para la detección de fallos en
máquinas rotativas: las medidas estadı́sticas y los gradientes. Las primeras son las propuestas
en [48] y en [9], y se refieren a valores de pixel en las imágenes. Una razónpara considerar
el uso de este tipo de medidas es que, en el caso de las imágenes termográficas, el color de
un pixel, o su nivel de gris se relaciona directamente con la temperatura que irradia un objeto
hacia una cámara térmica. El otro tipo de caracterı́sticas se refiere a direcciones de propagación de
calor en las imágenes, vistas como gradientes de temperatura. Este último tipo de caracterı́sticas
se utiliza para capturar información sobre cambios en la distribución de probabilidad de las
direcciones en las que se presentan gradientes de temperatura. Los resultados de este enfoque son
independientes si la distribución de probabilidad de los datos es paramétrica o no, y los datos tienen
una clara interpretabilidad ya que nuevos puntos de calor que irradian energı́a hacia las mismas
o hacia nuevas direcciones en las imágenes en condiciones normales de operación, permiten la
discriminación de patrones térmicos diferentes a los normales.
El capı́tulo está organizado como sigue: En la sección3.2 se describen las medidas estadı́sticas,
con las que se cuantifica información sobre las distribuciones de probabilidad de los pı́xeles en la
imagen; en la sección3.3se describen las carácterı́sticas direccionales, que capturan información
sobre ángulos de propagación de calor en las ROIs; en la sección 3.4 se presentan algunos
conceptos sobre relevancia que se utilizan para reducir lasdimensiones de los conjuntos de
caracterı́sticas direccionales y para evaluar la pertinencia de las caracterı́sticas estadı́sticas; en la
sección3.5 se describen los experimentos que se hacen para obtener la caracterización de las
imágenes y de las ROIs descritas en el capı́tulo2; en la sección3.6 se muestran los resultados
obtenidos y finalmente en la sección3.7se presentan las conclusiones de los análisis hechos.

3.2. Caracter ı́sticas estad ı́sticas

El histograma de una imagen en escala de grises representa una aproximación a la función de
densidad de probabilidad de sus niveles de gris [43]. El histograma por si solo no brinda ningún
acercamiento preciso hacia la localización espacial de fallos, pues solo presenta información
global sobre la imagen [20]. Siguiendo los experimentos descritos en [48] para el mismo propósito
de identificación de fallos, se calculan los coeficientes wavelet de aproximación de las imágenes,



26 3 Extracción de caracterı́sticas

utilizando el filtro wavelet Biortogonal 3/5, y se calculan 7 medidas estadı́sticas, las cuales pueden
ser categorizadas como sigue:

Medidas de tendencia central –Son medidas que permiten la identificación de la distribución
de los datos, de acuerdo a la localización de su posición central [10]. Pertenencen a este
tipo de medidas el Valor Medio de los datosµ, y el Centroide de la curva del histograma,
propuesto en [9]. Se incluye también la Entropı́a, dado que está definida como el valor
esperado de la probabilidad de un logaritmo. Debe notarse que el centroide es una función
de la curva que describe un histograma, y por lo tanto dependede la distribución de los datos
en bins. El ancho debe ajustarse de modo que el centroide permita la identificación óptima
de fallos.

Medidas de dispersión estadı́stica –Son indicadores de la dispersión de los datos respecto
a parámetros que suelen ser medidas de tendencia central, como la media [10]. Se incluyen
en esta categorı́a a la desviación estándar (σ) y la desviación media absoluta (MAD) de los
datos.

Medidas de forma –Caracterizan la geometrı́a de la distribución de los datos, y a éste tipo de
medida pertenecen la asimetrı́a y la curtosis. La primera esuna medida de simetrı́a horizontal
con respecto a una distribución normal, indicando la dirección de la cola de la distribución;
la segunda es una medida de su apuntamiento, es decir, de que tan concentrados están los
datos en el centro de la distribución [8].

Hay algunas limitaciones con las medidas estadı́sticas propuestas en [48], y se refieren
principalmente a que parámetros comoµ y σ se determinan asignando el mismo peso en el
conjunto de los datos. Esto los hace muy sensibles a la presencia de valores atı́picos. Entonces,
estimadores como la asimetrı́a y la curtosis, al estar definidas en términos de distribuciones
de probabilidad paramétricas, pueden presentar una alta variabilidad cuando los datos no son
gaussianos [7]. Una solución, propuesta en [9], fue considerar la media ponderada de los datos,
pues en este caso hay una ponderación diferente para los pı́xeles. Este estimador tiene la vantaja
de que es independiente de si la distribución de probabilidad de los pı́xeles es paramétrica o no lo
es.

3.3. Caracter ı́sticas direccionales

Si la propagación de calor en una imagen termográfica se hace de forma isotrópica y de forma
perpendicular a la lı́nea de visión de la cámara, entoncesse puede analizar la imagen con un
operador de gradientes isotrópico. Por ejemplo, una ventana Gaussiana para estimar la probabilidad
de que una región en la imagen sospechosa de ser una ROI efectivamente lo sea [32]. Si
la propagación de calor es anisotrópica, entonces una hipótesis razonable es que un operador
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anisotrópico permita obtener información sobre el valory la dirección en la cual se propaga el calor.
Por lo tanto, para este experimento se consideran los operadores de gradiente Sobel (ecuación3-1)
y de Prewitt (ecuación3-2), para estimar cambios en la propagación (magnitud y dirección) de
calor en las imágenes. Una ilustración de la presencia de esta caracterı́stica en la imagen térmica
se ilustra en la figura3-1.
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Figura 3-1.: Comparación del campo de gradiente field para la misma región de la imagen, bajo
dos condiciones de operación diferentes.

La obtención de información direccional, se hace haciendo la convolución de la imagen, con los
operadores descritos. Formalmente, las operaciones son las siguientes:

SeaX la porción de la imagen acotada por ROIAB. Los operadores direccionales se definen como:
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Ası́, las componentes horizontalGx y verticalGy de la dirección del gradiente para cada pixel de
la imagen se calculan mediante la convolución de los operadores de gradiente y la imagen:

Gx = Tx ∗ X (3-3)

Gy = Ty ∗ X (3-4)
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Por último, la magnitud y la dirección del gradiente se realizan mediante las expresiones3-5y 3-6
respectivamente:

|G| (x, y) =
√

Gx
2 +Gy

2 (3-5)

α(x, y) = tan−1

(

Gy

Gx

)

(3-6)

donde|G| y α son las componentes de magnitud y dirección del gradiente,respectivamente.

Para determinar los valores de faseα relevantes para la identificación de fallos, se realiza un análisis
de caracterı́sticas relevantes sobre el histograma de direcciones de gradiente (HDG), o de bordes
(Edge Direction Histogram) [12]. El HDG se determina como sigue: 1.) para cada punto (pixel)
se extrae la dirección del gradiente utilizando la Ecuaci´on (3-6), usando tanto el operador Prewitt
como el Sobel, descritos por las Ecuaciones3-1 y 3-2 respectivamente; 2.) Cada dirección es
almacenada y discretizada en el vector~p = {Gx,Gy} ∈ N, en la que a cada dirección le corresponde
a un bin en el histograma; 3.) se utiliza Análisis de Componentes Principales (PCA) para encontrar
las direcciones relevantes. Este análisis se realiza por separado para cada imagen segmentada,
comparando la información entre imágenes con patrones t´ermicos normales y de fallo. Luego, se
puede no solo identificar la presencia de una patrón anormal(un fallo), sino también asignarle una
localización espacial.

3.4. Análisis de relevancia

El análisis de relevancia se utiliza para distinguir variables que efectivamente representen un
fenómeno de acuerdo a una medida de evaluación, denominada relevancia. Del mismo modo,
distingue las caracterı́sticas menos representativas, que reciben el nombre decaracterı́sticas irrel-
evantes. SeaXξ ∈ R

N×p un conjunto de objetos deN muestras que son descritos por un conjunto
p-dimensional de caraterı́sticas:ξ = {ξi : i = 1, . . . , p}. Además, cada muestra está asociada a una
única etiqueta de clasec = {ck ∈ N : k = 1, . . . ,K, }, dondeK es la cantidad de clases considerados.
Entonces, dadoXξ, y para cada una de las caracterı́sticasξi ∈ ξ, la función de relevanciag se define
a continuación:

g : RN×p × ξ → R

(Xξ, ξi) 7→ g(Xξ, ξi) ∈ R (3-7)

donde sobre la función de relevancia introducida, se determinan las siguientes caracterı́sticas:

– No negatividad,es decir,g(Xξ, ξi) ≥ 0, ∀i.

– Nulidad,la funcióng(Xξ, ξi) es nula si la caracterı́sticasξi no tiene relevancia en absoluto.
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– No redundancia,if ξi = αξ j + η, donde el evaluado realα , 0 y η es un ruido conµ = 0 y
σ = 1, entonces,|g(Xξ, ξi) − g(Xξ, ξ j)| → 0.

La evaluación deg(Xξ, ξi) se denominapeso de relevancia. Se asume que el mayor peso
está asociado con la caracterı́stica más relevante, de modo que el ordenamiento de los pesos de
acuerdo a su relevancia produce el arreglo:

g(Xξ̂, ξ) = [g1 · · · |gi | · · · |gp]
⊤ ∈ Rp, con gi ≥ gi+1 (3-8)

En este estudio se ordenan los pesos de relevancia, para determinar cuales caracterı́sticas
direccionales contribuyen a la discriminación de las clases analizadas.

3.5. Marco experimental

Para las medidas estadı́sticas se hace un análisis de conglomerados. Para las medidas direccionales
se hacen pruebas de relevancia, basadas en análisis de componentes principales (Principal Com-
ponent Analysis– PCA). Se comparan los resultados de evaluar la ROI propuesta en [48] con las
propuestas en el capı́tulo2, para establecer la pertinencia de enfocar los análisis hacia las ROIs. El
marco experimental se describe gráficamente en la figura3-2

Estadísticas

Direccionales

Histograma: coeficientes
wavelet de aproximación    

Representación:Características

Histograma: direcciones
 de gradiente

Evaluación:

Conglomerados:
-- función Silhouette
-- Escalamiento
multidimensional

Análisis de
componentes principales

Figura 3-2.: Marco experimental de capı́tulo.

3.5.1. Selecci ón óptima del ancho de bin en el histograma para el
cálculo del centroide

La curva que describe un histograma varı́a con el ancho de losbins. Un ancho de bin pequeño
produce una curva con picos espúreos que dificultan el análisis paramétrico del histograma. Por el
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contrario, un ancho de bin muy grande produce una representación pobre de los datos que puede
incluso exhibir una parametrización artificial por el solapamiento de información relevante en los
datos. Por esta razón, para determinar cual es el ancho óptimo de los bins para los histogramas de
coeficientes wavelet de aproximación de cada ROI, se consideraron los siguientes enfoques:
Primero, bins de ancho uno, es decir, tantos bins, como datosdiferentes hay en el histograma;
segundo, seleccionar un número de bins igual a la raı́z cuadrada del número de datos a representar,
tercero, el método propuesto por Sturges [40], de seleccionark =

[

log2n+ 1
]

bins; cuarto, el
método propuesto en [38], en el cual se propone un ancho óptimo para el ancho de los bins, basado
en la minimización de una función estimada de riesgo. Paravalidar la calidad de la representación,
se utiliza la funciónSilhouettepara medir el grado de separación en las clases, considerando los
esquemas de asignación de ancho de bins descritos anteriormente.

3.5.2. Análisis de conglomerados

Siendoi un objeto perteneciente al clusterCk, por ejemplo una imagen etiquetada comodpr y
perteneciente a un cluster del mismo nombre, la disimilitudpromedio dei a los otros objetosCk

se define comock(i). Por otra parte, en el clusterCm, la disimilitud promedio de la muestrai a las
muestras pertenecientes a todos los objetosCm se define comodis(i,Cm), dondeCm , Ck. Luego
de seleccionarCm(i) = mı́n{dis(i,Cm)}, Cm , Ck, se obtiene una medida de disimilitud entrei y su
cluster vecino, y se describe mediante la funciónSilhouette, como sigue:

silh(i) =
Ck(i) −Cm(i)

máx{Ck(i),Cm(i)}
(3-9)

dondesilh(i) ∈ R [−1, 1].
La ecuación3-9 representa una medida de similitud, en la que se utiliza la distanciacityblock
para determinar la funciónsilhouette. Por ejemplo, un valor desilh(i) cercano a 1, indica que hay
clusters compactos para las muestras de la misma etiqueta, yuna clara separación entre clusters de
diferentes etiquetas. Por otra parte, valores desilh(i) cercanos a−1, indica el traslape de clusters
de diferentes etiquetas. Finalmente, una medida de la calidad de la separación entre los clusters
(clases) se obtienen promediando los valores de la funciónsilhouettesobre el conjunto de puntos
para cada cluster.
Para verificar la pertinencia de las medidas consideradas, se utilizaron dos metodologı́as de
identificación:

identificación generalizada de fallo– IGF, con la cual se busca identificar el fallo
independientemente de su localización. Para este caso, las 106 imágenes que pertenecen
a las clasesdpr y dsr se etiquetan comofallo y las 53 restantes se etiquetan comonormal.
Se consideraron 4 ROIs, y se calculó el promedio de la funci´onsilhouetteutilizando una sola
caracterı́stica a la vez.
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identificación localizada de fallo– ILF, con la que se busca identificar el fallo, y su
localización. En esta caso caso se consideran las 3 clases descritas en el capı́tulo2, lo que da
lugar a 53 muestras estiquetadas comodpr , 53 comodsr y 53 comonormal.

En los experimentos en los que se trabaja la identificación de fallos, se utiliza la metodologı́a IGF;
en los que se trabaja la localización, se consideran las 3 clases y se utiliza ILF.

3.5.3. Análisis de relevancia

Anteriormente se lanzó la hipótesis de que la presencia defallos en la máquina bajo prueba se ve
reflejada en cambios en la distribución de probabilidad de los ángulos de gradiente. El análisis de
PCA se hace con el objetivo de evaluar la relevancia de los ángulos calculados en las imágenes.
El análisis de relevancia se utiliza para las medidas direccionales, por tratarse de un problema de
mayor dimensión. Las pruebas consistieron en obtener los pesos de relevancia del conjunto de las
360 caracterı́sticas, es decir, los ángulos de gradiente descritos por la expresión3-6.

3.6. Resultados

3.6.1. Resultados para el c álculo del ancho óptimo de bins

Enfoque
ROI Promedio

ROI1 ROI2 ROIAB
Bins de ancho 1 0.9898 0.9848 0.9895 0.9847
Square-root choice 0.9936 0.9833 0.9889 0.9886
Método de Sturgek = [log2n+ 1] [40] 0.8685 0.9632 0.9182 0.9166
Método de Shimazaki & Shinomoto [38] 0.9893 0.9852 0.9898 0.9881

Tabla 3-1.: Valores medios de la funciónSilhouettepara el cálculo del centroide.

En la tabla3-1 puede verse que la regla de la raı́z cuadrada es el enfoque óptimo para el cálculo
del ancho de los bins en los histogramas. Aunque se obtienen resultados comparables al utilizar el
método propuesto en [38], el cálculo del número de bins requiere de un mayor tiempode cómputo,
de modo que por simplicidad, se optó por la regla de la raı́z cuadrada.

3.6.2. Análisis de conglomerados para las caracter ı́sticas estad ı́sticas

Estas pruebas involucraron un análisis de la metodologı́apropuesta en [48]. A partir de los
coeficientes wavelet de aproximación se generan histogramas, y sobre estos se calculan las
7 medidas estadı́sticas descritas anteriormente. Los resultados se obtienen de medir el valor
promedio de la funciónsilhouettepara las 7 medidas, utilizando una a la vez. Se utilizó el
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filtro wavelet para obtener los coeficientes de aproximanci´on en el nivel 3 de descomposición
sobre ROIAB. No se consideró la remoción del fondo de las imágenes, y se tuvieron en cuenta
las tres clases:dpr , dsr y normal. Los resultados muestran que para el caso de las tres clases
consideradas, las medidas de forma no son suficientemente discriminantes y como resultado
los valores promedio de la funciónsilhouetteson negativos, indicando el traslape de grupos
de clase diferente. Finalmente, en la tabla3-3 se muestra el resultado de aplicar PCA a las
caractetrı́sticas estadśiticas, utilizando la regla de la raı́z cuadrada para calcular el número de bins
en los histogramas.

Medida ROI silh
IGF ILF

ROI1 0.9889 0.5426
Media ROI2 0.9848 0.4031

ROIAB 0.9895 0.3607
Desviación ROI1 0.8417 0.7888
Estándar ROI2 0.9176 0.8306

ROIAB 0.9654 0.5719

Asimetrı́a
ROI1 0.8195 0.3892
ROI2 -0.0699 -0.0866

ROIAB 0.9722 0.3777

Curtosis
ROI1 0.8484 0.3808
ROI2 -0.0654 0.0217

ROIAB 0.9777 0.3625

DMA
ROI1 0.8523 0.7708
ROI2 0.9011 0.8292

ROIAB 0.9730 0.5140

Entropı́a
ROI1 -0.0043 -0.0898
ROI2 0.0322 -0.0045

ROIAB 0.3518 0.3205
ROI1 0.9936 0.4167

Centroide ROI2 0.9833 0.3787
ROIAB 0.9889 0.3717

Tabla 3-2.: Valores promedio de la funciónsilh(i).

3.6.3. Análisis de relevancia para las caracter ı́sticas direccionales

En la figura3-3se ven los pesos de relevancia que arroja el análisis de PCA.A partir de esta figura
se infiere que un número reducido de caracterı́sticas contienen la mayor variabilidad de los datos,
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Preproceso Índices - pesos de relevanciaVariación – PSNR
Ninguno 3, 4, 7, 1, 2, 6, 5

Filtrado Biortogonal 3/5 3, 4, 6, 1, 2, 5, 7 17,25± 2,48
LS Lazy wavelet Biortogonal 3/5 3, 4, 6, 1, 2, 5, 7 15,28± 2,57

Tabla 3-3.: Pesos de relevancia para las caracterı́sticas estadı́sticas para ROIAB.

y que se pueden utilizar estas caracterı́sticas para clasificar correctamente los fallos.
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Figura 3-3.: Pesos de relevancia para el total de las 360 direcciones degradiente.

3.7. Conclusiones

La umbralización de la imagen produce una cuantificación que permitirı́a prescindir de la
necesidad de cambiar el ancho óptimo de bin para el caso de los histogramas de coeficientes
wavelet de aproximacı́on. Esto se debe a que la discretización de la imagen reduce el número
de bins que tiene su histograma. Sin embargo, esta discretización se hace con otro propósito
y es el de identificar regiones con propiedades similares en términos de temperatura. En
tal sentido, el error que se produce en la imagen una vez umbralizada, se compensa por la
posibilidad de localizar el fallo.

A partir de los resultados de la tabla3-2puede concluirse que tienen una mayor consistencia
las medidas de tendencia central y de dispersión respecto alas de forma. Esto es una
consecuencia de que las medidas de forma están definidas en términos de distribuciones de
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probabilidad paramétricas, y cuando este no es el caso, el cálculo de medidas de dispersión
y de tendencia central, particularmente la media ponderada, sigue teniendo un significado
válido.

Para el caso de los histogramas de coeficientes wavelet de aproximación, es posible disminuir
el tiempo de cómputo a partir de la modificación de criteriopara el ancho de bin, sin perder
la precisión de la representación.

Se encontró que los ángulos más relevantes para la identificación del fallo en máquinas
rotativas, especificamente para la detección de condiciones de desbalance, se agrupan en
valores cercanos a 90 grados. Por esta razón los ángulos cercanos a los relevantes tienen
pesos de relavancia similares. Esto indica que estos pesos son altamente correlacionados
entre sı́, por lo que se sugiere que las caracterı́sticas se relacionen con grupos de ángulos, de
acuerdo con la cercanı́a a los ángulos más relevantes.



4. Clasificaci ón de fallos

4.1. Aspectos preliminares

El objetivo principal de este capı́tulo es mostrar la discriminancia de las caracterı́sticas descritas
en los capı́tulo3, orientadas a la identificación de fallos en máquinas rotativas. Se considera el
desempeño de las caracterı́sticas tanto para ROIAB como para las ROIs segmentadas mediante
transformada watershed. Para ambas se mide el desempeño delas caracterı́sticas estadı́sticas y
las de ángulos de gradiente descritos en el Capı́tulo2. Dado que el principal interés con la
segmentación de las ROIs es encontrar en las piezas de la máquina evidencia sobre donde se
manifiestan los fallos, se considera la metodologı́a ILF descrita en la sección3.5, es decir, las tres
clases.

El capı́tulo está organizado como sigue: en la sección4.2 se describe la metodologı́a previa a las
pruebas de validación que involucran PCA; en la sección4.4 se decribe el marco experimental
de las pruebas; en la sección4.5 se presentan los resultados de los experimentos para todas las
caracterı́sticas, y en la sección4.6se comparan los resultados de las pruebas de clasificación para
la ROI descrita en [48] y las que resultaron de la segmentación watershed en el capı́tulo.

4.2. Análisis de PCA y selecci ón de caracter ı́sticas

En esta etapa los datos tienen una representación en la forma de vectores de caracterı́sticas.
Para el caso de las direcciones de gradiente, la información ha sido discretizada asignando un
ancho de uno, para los bins en los histogramas. Sin embargo, en el capı́tulo3 se concluyó que
no todas las caracterı́sticas tienen la misma relevancia, de modo que debe seleccionarse un
subconjunto de caracterı́sticas que permita reducir la dimensión del problema sin perder capacidad
de generalización. Esto se hace seleccionando aquellas que mejor representan la variabilidad del
fenómeno bajo análisis (aumentos de temperatura y su dirección). Luego del análisis de PCA para
obtener los pesos de relevancia de las caracterı́sticas, seordenan y se hacen pruebas de clasificación
hasta ver que el error de clasificación permanezca estable.En la figura3-3 se ven pesos de
relevancia para ROIAB. Los picos en los que se concentran losmayores pesos de relevancia,
corresponden a las caracterı́sticas más relevantes. Paracada ROI, el número de caracterı́sticas
que se utiliza para la clasificación final está basado en la curva de error de clasificación.
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4.3. Escalamiento multidimensional

El escalamiento mulitidimensional (multidimensional scaling– MDS) se refiere al conjunto de
métodos que se utilizan para obtener representaciones sobre la disimilitud de conjuntos de datos
a partir del análisis de matrices de disimilitud. Los métodos del escalamiento multidimensional
buscan proyecciones lineales o no lineales, que representen las relaciones de los datos reduciendo
la dimensión de estos a un conjunto lo suficientemente pequeño para permitir la inspección visual
de los datos [42].
Si la distancia entre un objetoxi y xl se representa medianted (k, l), y la distancia en un
espacio de bidimensional, entrex′i y x′l por d′ (k, l), entonces el objetivo del MDS es optimizar
la representación de modo que las distancias entre los objetos en el espacio bidimensional se tan
cercana como se posible a las distancias en el espacio original [42]. La optimización se hace
minimizanado funciones objetivos que, si se basan en métricas euclidianas, tienen la forma:

E =
∑

k,l

[

d (k, l) − d′ (k, l)
]2 (4-1)

Si no es posible una reproducción de las distancias euclidianas, entonces se utiliza la siguiente
función, o modificaciones de esta:

E =
1

∑

k,l [d′ (k, l)]2

∑

k,l

[

f (d (k, l)) − d′ (k, l)
]2 (4-2)

en las que para cualquier configuración de los puntos proyectadosx′k, f siempre se escoge de modo
que minimiza la ecuación4-2 [21].

4.4. Marco experimental

4.4.1. Clasificaci ón utilizando medidas direccionales

Para el caso de las medidas direccionales, los pesos de relevancia se ordenan de forma descendente
y se hacen pruebas de clasificación primero con la caracter´ısticas más relevantes, es decir, cuyo
peso de relevancia es mayor dentro del conjunto de caracter´ısticas (los 360 ángulos inicialmente).
Luego se adiciona la caracterı́stica con el segundo mayor peso y se clasifica de nuevo, y se continúa
hasta obtener una estabilización del error de clasificaci´on, que se usa como indicador de cuántas
caracterı́sticas relevantes son necesarias para clasificar correctamente las clases. Estas pruebas de
clasificación se hacen para cada una de las ROIs segmentadasen el Capı́tulo2 y los resultados se
comparan con los obtenidos para ROIAB. Dado que se considerala información de cada ROI por
separado, se utiliza la metodogı́a ILF, es decir, se consideran las 3 clases descritas en el capı́tulo2.
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4.4.2. Clasificaci ón utilizando medidas estad ı́sticas

Para el caso de las medidas estadı́sticas, el objetivo es verificar si los esquemas de filtrado
considerados en el Capı́tulo2 mejoran el desempeño de clasificación de las medidas consideradas
en [48]. La diferencia en las representaciones tiene que ver con que ahora los datos se toman de
una representación que tiene las mismas dimensiones de la imagen original, de modo que sobre
esta se pueden aplicar las metodologı́as de identificacióny localización.
Los esquemas de clasificación utilizados fueron los siguientes: primero, se utilizó un clasificador
dek− vecinos más cercanos; segundo, se utilizó un solo vecino,y se utilizó validación cruzada de
10 particiones, utilizando como porcentaje 70/30 para dividir las bases de datos en subconjuntos
de entrenamiento/clasificación, es decir, en una prueba de clasificación se tiene un conjunto de
159 elementos con 7 caracterı́sticas, entonces dicho conjunto se utiliza el 70 % para entrenar
el clasificador, y el 30 % restante para clasificar. En el caso de las gráficas de error medio de
clasificación, el error se grafica luego de estimar el error medio de clasificación que se obtiene
como promedio tras 10 repeticiones en las que se hace clasificación.

4.4.3. Proyecciones utilizando escalamiento multidimens ional

Se presentan gráficas con proyecciones hechas mediante escalamiento multidimensional con el
propósito de ver cómo se afectan las muestras en las tres clases, tanto para ROIAB como para las
ROIs segmentadas, una vez que se ha aplicado PCA. El propósito de estas pruebas es verificar
algunos resultados relevantes, como por ejemplo si las caracterı́sticas más relevantes en una ROI
lo son en otra o no.

4.5. Resultados

4.5.1. Análisis de relevancia para las medidas direccionales

Utilizando los operadores de Prewitt y Sobel, se consideranlas metodologı́as de preprocesamiento
descritas en el capı́tulo2. Para las representaciones obtenidas, se clasifica considerando
inicialmente el total de las (360) direcciones de gradienteposibles. En este caso se utilizó ROIAB.
Los resultados de la clasificación se muestran en la tabla4-1.

Operador de gradiente
Preproceso kernel de Prewitt kernel de Sobel

0.22± 0.21 1,11± 0,35
Reconstrucción Biortogonal 3/5 2,89± 0,54 2,00± 0,49
LS Lazy wavelet Biortogonal 3/5 1,56± 0,70 2,89± 0,94

Tabla 4-1.: Error de clasificación para ROIAB utilizando como caracterı́sticas todos los 360
ángulos de gradiente. Los resultados tienen la forma:µǫ ± σǫ.
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En un segundo experimento se midieron los ángulos para cadauna de las ROIs que fueron
segmentadas utilizando transformada watershed (ver figuras 2.16(e) y 2.16(f)). El resto del
procedimiento es igual al descrito en la etapa anterior. Además de dar indicios sobre
la discriminancia de cada ROI por separado, este experimento se hizo para comparar la
discriminancia de cada ROI respecto a ROIAB, y para establecer si el filtrado afecta la
discriminancia de los ángulos de gradiente. Los resultados de este experimento se ven en la tabla
4-2, la cual muestra los resultados de clasificación utilizando las 20 caracterı́sticas más relevantes
obtenidas del análisis de relevancia.

Operador de Prewitt
Todas las caracterı́sticas20 caracterı́sticas

ROI1 44,44± 1,37 22,44± 2,02
ROI2 46,00± 1,93 29,11± 1,42
ROI3 0,00± 1,34 3,11± 1,22
ROI4 14,44± 1,83 0,44± 0,82
ROI5 13,11± 1,88 5,77± 0,71

ROIAB 0,67± 0,32 5,78± 1,14

Tabla 4-2.: Error medio de clasificación (porcentaje) para 3 clases analizadas, antes y después de
la selección de caracterı́sticas. Los resultados tienen la forma:µǫ ± σǫ.

Gráficamente, la medición el error de clasificación siguiendo la metodologı́a descrita en4.4.1
se presenta en la figura4-1, en la que se clasificó con el conjunto de las 40 caracterı́sticas más
relevantes. Esta figura muestra que con las primeras 20 caracterı́sticas se estabilizan las curvas de
error de clasificación. Para algunas ROIs el requirimientoes mucho menor. Por ejemplo, para el
caso de ROI4 (ver figura2-12) se requiren incluso menos de 10 caracterı́sticas para discriminar
correctamente las 3 condiciones de operación de la máquina.

4.5.2. Clasificaci ón utilizando medidas estad ı́sticas

En un primer experimento se compara el desempeño de clasificación que se obtiene con las
7 caracterı́sticas, para la representación en pı́xeles y la basada en los coeficientes wavelet de
aproximación. Los resultados se presentan en la tabla4-3, donde se muestra el error promedio
de clasificación utilizando 3 cortes diferentes hechos para las imágenes: ROIM se refiere a un
corte en el que se encuentra sólo el motor; ROIAB es el descrito en el marco experimental del
Capı́tulo2 y ALLROI contiene un corte en el que se muestra todo el banco depruebas. Junto con
los resultados de la clasificación, se presentan los pesos de relevancia. Esto permite hacer un par
de conjeturas sobre la relevancia de las caracterı́sticas,como por ejemplo que en todos los casos,
el centroide de la curva del histograma presenta una mayor discrimancia que la media. Esto es
consecuente con los resultados planteados en [9], pues en este caso se están considerando valores
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(b) Error de clasificación - Operador de Sobel

Figura 4-1.: Comparación – error de clasificación para las caracter´ısticas en orden de relevancia
descendente, para las 5 ROIs determinadas con la segmentación (ROI12= ROIAB).

de temperatura, que se espera que ante cualquier fallo aumenten y que produzcan cambios en los
histogramas. Aparte de esto, con las medidas de forma no es posible hacer ninguna conjetura, pues
se desconocen las caracterı́sticas de unimodalidad o multimodalidad de estos, luego medidas como
la curtosis o la asimetrı́a no tienen un significado claro.

Debe tenerse en cuenta que en los cortes hechos para ROIAB y ALLROI, por efecto de la gemoterı́a
de los rodamientos, necesariamente se incorpora una gran cantidad de fondo en las imágenes, a
diferencia de ROIM en la que solo se conserva una pequeña parte del fondo que se encuentra en los
bordes del motor. Para las dos primeras ROIs consideradas, puede verse sin necesidad de PCA que
la entropı́a y MAD son las caracterı́sticas que tienen una menor discriminancia. Hasta este punto,
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Caracterı́stica
Región de interés Centroide µ σ Asimetrı́a Curtosis MAD Entropı́a

ROIM
n.p. 0± 0 0± 0 0,67± 0,32 1,11± 0,35 4,22± 0,85 7,33± 0,89 9,55± 1,37

Filtrado Biortogonal 3/5 0± 0 0,0± 0,0 0,88± 0,34 10,0± 1,05 0,0± 0,0 0,0± 0,0 2,44± 0,49

ROIAB
n.p. 0± 0 0,0± 0,0 0,88± 0,34 6,00± 0,77 3,55± 0,71 38,22± 1,85 11,33± 0,71

nFiltrado Biortogonal 3/5 0± 0 13,33± 1,04 44,44± 1,44 0,0± 0,0 0,0± 0,0 0,67± 0,32 25,56± 1,14

ALLROI
n.p. 0± 0 0± 0 0,88± 0,34 3,77± 0,63 5,55± 0,47 41,56± 2,35 8,22± 0,95

Filtrado Biortogonal 3/5 0,44± 0,42 0,0± 0,0 0,0± 0,0 0,0± 1,05 0,0± 0,0 0,0± 0,0 41,11± 2,09

Tabla 4-3.: Tasas de acierto de clasificación, considerando una solacaracterı́stica a la vez.

queda claro que con la representación basada en pı́xeles, las medidas propuestas son suficientes
para diagnosticar la condición de operación en la máquina, y que el análisis multiresolución podrı́a
tener efecto en la reducción del ruido presente en las imágenes. Dado que la etapa de localización
utiliza una segmentación basada en transformada watershed, entonces cobra validez un análisis
multiresolución para aumentar la relación señal a ruidoen las imágenes y reduzca el efecto de
máximos locales en la imagen, que puedan empeorar los resultados de la transformada.

Preproceso Índices - pesos de relevanciaVariación – PSNR

ROIM
No preproceso 1, 2, 4, 3, 6, 7, 5

Filtrado Biortogonal 3/5 2, 1, 4, 3, 6, 5, 7 15,55± 2,44
LS Lazy wavelet Biortogonal 3/5 2, 1, 4, 3, 6, 5, 7 14,23± 2,22

ROIAB
No preproceso 3, 4, 7, 1, 2, 6, 5

Filtrado Biortogonal 3/5 3, 4, 6, 1, 2, 5, 7 17,25± 2,48
LS Lazy wavelet Biortogonal 3/5 3, 4, 6, 1, 2, 5, 7 15,28± 2,57

ALLROI
No preproceso 3, 4, 1, 7, 2, 6, 5

Filtrado Biortogonal 3/5 3, 4, 6, 1, 2, 5, 7 15,65± 0,30
LS Lazy wavelet Biortogonal 3/5 3, 4, 6, 1, 2, 5, 7 15,78± 0,63

Tabla 4-4.: Pesos de relevancia para las caracterı́sticas estadı́sticas.

Los resultados de la tabla4-4 muestran los pesos de relevancia que se obtienen para las medidas
estadı́sticas en las tres ROIs del experimento anterior. Seindica el valor de la relación senãl a ruido
pico (PSNR), pues independientemente de los cambios en la calidad de la representación respecto
a las caracterı́sticas consideradas, el hecho de filtrar la imagen tiene repercusiones en el PSNR que
pueden influir en el desempeño de la segmentación con la transformada watershed. Se ha incluido
intencionalmente como caracterı́stica el valor del PSNR que se obtiene al comparar el error entre
la imagen filtrada y la imagen original.

4.5.3. Análisis utilizando escalamiento multidimensional

Las figuras4.2(a) y 4.2(b) muestran el resultado de utilizar MDS para ver como se agrupa
el conjunto de las 159 muestras generadas a partir de ROIAB, cuando de utilizan las 360
caracterı́sticas y las 20 filtradas, respectivamente.
Las figuras 4.3(a) y 4.3(b) muestran los resultados de hacer el mismo escalamiento
multidimensional esta vez sobre ROI4 y ROI5, utilizando las20 caracterı́sticas más relevantes,
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Figura 4-2.: Proyección con MDS para ROIAB antes y después de la selección de caracterı́sticas.

y utilizando el operador de Sobel, que fue para el que se obtuvieron los mejores resultados,
según la figura4.1(b). Los resultados demuestran que la utilización de las ROIs permite prescindir
del procesamiento de regiones de las imágenes que como en elcaso de ROI1 aporta poco a la
clasificación.

4.6. Conclusiones

El ordenamiento de los pesos es consecuente con el hecho de que las direcciones en las que
se propaga el calor en las piezas inspeccionadas están limitadas por su geometrı́a. En las
imágenes, las piezas segmentadas ROIs están orientadas hacia estas direcciones, es decir,
el eje y los rodamientos están dispuestos en las direcciones horizontal y vertical, y son
hacia estas direcciones hacia las que se propaga el calor, además, las agrupaciones de las
caracterı́sticas relevantes de la Figura3-3 sugieren que es posible seleccionar un número
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Figura 4-3.: Proyección con MDS para 20 caracterı́sticas, luego de PCA para ROI4 y ROI5.
Resultados con operador de Prewitt

reducido de ángulos relevantes para caracterizar los fallos.

El análisis de PCA permite descartar las caracterı́sticasirrelevantes. Aquellas que resultan
de la selección se agrupan alrededor de valores próximos a90 grados y a sus múltiplos
enteros. De la Figura4-1 se puede establecer que en algunos casos, con menos de 10
caracterı́sticas, se estabilizan las curvas de error de clasificación. Esto sugiere que analizando
las ROIs extraı́das de la transformada, se pueden discriminar perfectamente las condiciones
de operación de la máquina, teniéndose en este caso una mayor interpretabilidad que al
trabajar con la imagen completa.

De la Figura4-2 se puede detectar una de las dificultades de considerar el an´alisis global de
varias ROIs simultáneamente en lugar de cada una de forma individual. Puede verse que al
descartar caracterı́sticas relevantes, la separabilidadde las clases disminuyó. Esto sugiere la
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posibilidad de que las caracterı́sticas relevantes para una ROI no lo sean para otra.

Cualquier aseveración con respecto a cambios en la distribución de probabilidad de
los pı́xeles en términos de variables como la curtosis o la asimetrı́a está sujeta a que
dicha distribución sea unimodal. Esto indica que un análisis basado en la distribución de
probabilidad de los pı́xeles en una imagen, debe incluir estudios sobre las caracterı́sticas de
dicha distribución, como pruebas de bondad de ajuste.

De acuerdo con los resultados de la tabla4-4, para efectos de clasificación no es necesario
implementar una descomposición wavelet, pues las caracterı́sticas utilizadas tienen igual
desempeño en las representaciones de pı́xeles y de coeficientes wavalet de aproximación.
Resulta notorio que prácticamente cualquier ROI de la imagen sea útil para clasificar las
imágenes con las medidas consideradas. En la segunda columna de la tabla es posible ver
que no todas las caracterı́sticas tienen la misma relevancia, sin embargo hasta este punto no
es posible hacer conclusiones respecto a la validez de las caracterı́sticas pues fuera de los
indicios sobre las imágenes que se obtuvieron en el capı́tulo anterior, no se conocen detalles
de la distribución de probabilidad que tienen los pı́xelesen las ROIs sugeridas. Por esta razón
es necesario analizar los resultados de pruebas de clasificación para cada ROI segmentada
del fondo de las imágenes, pues éste puede llegar a ser una componente considerable de
datos sin información de la imagen total, como en el caso de ROIAB.



5. Conclusiones generales

En este trabajo se ha presentado una nueva metodologı́a de identificacı́on y localización de fallas
en máquinas rotativas utilizando imágenes termográficas. Para verificar el desempeño de esta
metodologı́a, se hicieron análisis para determinar el desempeño de las caracterı́sticas que han sido
propuestas en el estado el arte, y se introdujo una caracterización de los fallos basada en direcciones
de gradiente, demostrando que la metodologı́a permite aumentar la precisión en la identificación
de los fallos, y que además permite establecer la ubicación espacial en las imágenes de los mismos.

El aumento en la precisión se obtuvo mediante una técnica modificada de umbralización mutinivel
utilizada para binarizar las imágenes, la cual mejora el desempeño de la segmentación utilizando
transformada watershed.

La localización de los fallos se hizo segmentando ROIs donde ocurren las mayores variaciones
de temperatura en las imágenes. El análisis localizado deestas ROIs permite no solo disminuir el
error en la clasificación de los fallos, si no también reducir el volumen de datos requerido.

Como conclusiones generales del trabajo, se obtuvieron lossiguientes avances:

Los resultados de las pruebas de clasificación muestran queel corte que contiene a ROIAB
permite discriminar entre los fallos, y que en algunos casosno se requiere de ningún esquema
de preprocesamiento. Sin embargo, la posibilidad de utilizar una región de interés en lugar
de todo un corte de la imagen supone una gran ventaja en términos de tiempo de cómputo.
Por otra parte, es notable que sea posible discriminar las condiciones de operación de la
máquina, considerando una ROI que comparada con el conjunto total de la imagen es
considerablemente pequeña, como es el caso de ROI1.

Parte de la conveniencia de utilizar un flitrado wavelet, tiene que ver con que la etapa
siguiente utiliza una transformada que es bastante sensible a los mı́nimos locales en la
imagen.

Los resultados de la binarización de las imágenes, muestran que la metodologı́a tiene un
desempeño bastante aceptable, al segmentar un contorno global de ROIAB muy similar al
detectado por la transformada watershed.

Los resultados del filtrado wavelet dependen de la aplicaci´on. Por ejemplo, la
representaciones que ofrece el filtrado wavelet conducen a resultados diferentes si por
ejemplo se utilizan como etapas previas a la segmentación watershed.
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Pese a que en algunos casos se concluyó que daba lo mismo evaluar una caracterı́stica en
un corte de la imagen que en una ROI, ésta última opción tiene como ventaja indiscutible
que require de mucha menos cantidad de datos que la primera. Esto se convierte en un factor
crı́tico en el caso en que deban analizarse secuencias de im´agenes. En este caso se compensa
todo el pre y post proceso hecho a las imágenes para obtener una ROI, con la reducción en
el tiempo de cómputo que ofrece este proceso, comparado conel de procesar el conjunto de
la imagen.

Fue evidente que los efectos de los desbalances analizados eran perceptibles en una
gran parte de la maq́uina, lo que justifica la necesidad de implementar metodologı́as de
identificación temprana de fallos.

5.1. Trabajos futuros

Se recomienda implementar un enfoque basado en modelos que permita comparar los
resultados de la dinámica de la máquina bajo prueba, con los resultados obtenidos con la
metodologı́a propuesta.

Se debe verificar la dependencia estadı́stica de las medidaspara verificar si es lo mismo
utilizar una o varias medidas para la identificación. Se podrı́a verificar si aumenta la tasa de
aciertos al utilizar combinaciones lineales de dos o más medidas.

Considerar la posibilidad de utilizar los algoritmos sobrenuevas bases de datos que incluyan
no solo otros fallos si no diferentes condiciones de operación como por ejemplo frenado o
arranque de la máquina.

Se recomienda realizar el filtrado de las imágenes con otro tipo de función wavelet, para
minimizar la degradación de los bordes. Para ello, se recomiendan funciones direccionales
como la contourlets.



A. Anexo: Intervalos de confianza y
tolerancia

Los intervalos de tolerancia, de la formaµ ± kσ, conk constante positiva) [15] se utilizan para
evaluar el desempeño de un clasificador, porque expresan lavariabilidad de los elementos en una
población. Por ejemplo, un intervalo de tolerancia del 95 %para una población indica que el 95 %
de las observaciones caen en el intervalo. Los intervalos detolerancia indican si dos categorı́as
son separables o distinguibles. Por ejemplo, si los intervalos de confianza de dos categorı́as no se
traslapan, se puede conluir que la presición de la asignación de las observaciones a sus respectivas
clases es mayor que el nivel escogido para computar el intervalo. Por otra parte, el traslape de dos
intervalos de tolerancia refleja directamente la proporci´on de observaciones mal clasificadas [2].



B. Anexo: Caracter ı́sticas estad ı́sticas

SeaX una variable aleatorı́a de dimensiónn, formada por el conjunto de elementosxi cada uno de
los cuales tiene un pesowi, para la cual se definen los siguientes parámetros estadı́sticos:

B.1. Medidas de tendencia central

Definición B.1.1 La media ponderada de los datos, o el centroide, definido comosigue:

µw2 =

∑n
i=1 wi xi

∑n
i=1 wi

(B-1)

En algunos casos se prefiere sobre la media, ésta última puede asignar una mayor importancia a
los valores extremos de la disctribución de probabilidad.

Definición B.1.2 El valor medio de los datos, denotado usualmente comoµ y definido por la
ecuaciónB.1.2

µ =

∑N
i=1 xi

N
(B-2)

y que representa un caso particular de la media ponderada, enla que se asigna el mismo peso(1)
para todos los valores. La valor medio da un indicador respecto a que valor se agrupan los datos
en un conjunto de muestras [36].

Definición B.1.3 La entropı́a, definida como:

Entropy= −
∑

i

∑

j

ci j log 2ci j (B-3)
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B.2. Medidas de dispersi ón

, que capturan la forma en que los datos están dispersos en t´erminos absolutos o relativos, respecto
a un valor de referencia que suele ser de tendencia central; con frecuencia éste valor es la media
de los datos.

Definición B.2.1 La desviación estándar,σx =
√

σ2
x, en la que X es una variable aleatoria con

función de probabilidad de masa p(x) y valor esparadoµ. El parámetroσ2
x es la varianza, y se

define como sigue:

σ2 =
∑

D

(x− µ)2p(x) (B-4)

Definición B.2.2 La desviación media absoluta – (DMA), denotada por la expresión:

∂MAD =
1
n

n
∑

i=1

|xi − µ̄| (B-5)

La DMA es la deviación promedio de todos los datos respecto aun valor de referencia, que
usualmente es una medida de tendencia central. En el caso de la definición, tal medida esµ.

B.3. Medidas de forma

Definición B.3.1 La asimetrı́a, denotada porγ, y definida por la expresión:

γ =
E((x− E(X))3)

σ3/2
(B-6)

La asimetrı́a mide el grado en el cual la función de densidadde probabilidad se “inclina” hacia un
lado u otro del la curva que define su histograma.

Definición B.3.2 La Curtosis, denotada porκ:

κ =
E((x− E(X))4)

σ4
(B-7)

Adicionalmente, en algunos de los experimentos de considera la relación seńal a ruido pico,
definida por la expresión, en la queECM corresponde al error cuadrático medio.

PS NR= 10 log 10(
MAX2

I

ECM
) (B-8)



C. Patrones binarios direccionales

Un patrón binario direccional (PBD) define la textura en unavecindad de 3× 3 pı́xeles en una
imagen, como la distribución conjunta de probabilidad de los niveles de gris en los 9 pı́xeles
Zc,Z1, ...,Z7 siendoZc el pixel central en la vecindad, al rededor de los cual se encuentranZ0, ...Z7

[13]. La definción de PBD en una dirección está dada por la expresión:

∆I (Zc)θ = I (Zc) − I (Zi),
(

i = 0, ..., 7;θ =
iπ
4

)

(C-1)

siendoθ la dirección en la cual se lleva a cabo la diferencia direccional, ei el pixel correspondiente.
Para cada una de las posiblesθ direcciones, la información sobre la diferencia direccional alrededor
deZc se codifica en un PBD mediante la expresión:

PBDθ(Zc) = sign(∆I (Z0)θ), ..., sign(∆I (Z7)θ) (C-2)

donde

f (x) =

{

1 si∆I (Zi)θ > 0,
0 si∆I (Zi)θ ≤ 0.

(C-3)

parai = 0, ..., 7.

C.1. Experimentos basados en PBD para las im ágenes
termogr áficas

Los PBD permiten identificar regiones de pı́xeles en la cuales se presentan gradientes de
temperatura, y cuantificar dichos gradientes. En la figuraC-1se muestra en resultado de superponer
para cada pixel en la imagen, su correspondiente PBD a 45 grados.
En la figuraC-2 se ven algunos patrones obtenidos para ángulos relevantesal extraer PBD en las
imágenes de la figuraC-1.
Las principales limitaciones con los PBD son: primero, que debe determinarse el ángulo en el cual
se enscuentran patrones relevantes, y segundo, que la selección de los elementosZi en la cuadrı́cula
de 3 que forma el PBD es arbitraria, y no se debe determinar también si el orden asumido es el
óptimo para hacer la representación.
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Figura C-1.: Superposición de los PBD extraı́dos en imágenes en el mismo instante de tiempo, en
las 3 condiciones consideradas.
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Figura C-2.: Detalle del conjunto de pı́xeles que generan a una ángulode 45 grados, los patrones
binarios direccionales 34 y 221.
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