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Resumen 

Clasificación y determinación de litofacies aplicando metodologías de 
Inteligencia Artificial en el Grupo Real de la cuenca del Valle Medio del 
Magdalena a partir de Registros Eléctricos 

El Grupo MEGIA viene realizando durante los últimos años diferentes tipos de estudios que ayudan 

a estudiar y entender el comportamiento de los acuíferos presentes en la Cuenca del Valle Medio 

del Magdalena (VMM). Uno de dichos estudios fue el petrofísico, donde litológicamente se 

clasificaron diferentes formaciones y facies dentro de la unidad de interés; este trabajo es una 

extensión de dichos estudios petrofísicos, usando metodologías de Inteligencia Artificial (IA) entre 

ellas diferentes algoritmos de Machine Learning (ML) que ayudan a clasificar y predecir diferentes 

propiedades y características de la cuenca. En la presente investigación se utilizaron dichas 

técnicas para replicar metodologías clásicas en petrofísica, para predecir y modelar curvas faltantes 

en los pozos, y para clasificar y predecir litofacies, el cual es el objetivo principal de este proyecto. 

Para los cálculos petrofísicos se utilizaron las ecuaciones convencionales, calculando entonces la 

porosidad, volumen de arcilla y saturación de agua en los pozos, a partir de curvas litológicas, como 

la Gamma Ray (GR) y el Factor Fotoeléctrico (PEF), además de curvas de porosidad, como la 

sónica (DT), densidad (RHOB) y la de Neutrón (NPHI). Para la predicción de curvas faltantes fueron 

necesarios diferentes mecanismos de correlación para determinar las mejores curvas que se 

ajusten a cada registro que se quiere predecir. Se pudo definir una buena correlación entre las 

curvas GR y RHOB, además de NPHI con PE. Para la predicción de la curva sónica, se utilizaron 

todas las curvas previamente nombradas, y se pudo hacer una buena predicción, con un ligero 

desfase en los intervalos más arcillosos. Se optimizaron los hiperparámetros de Random Forest, 

viendo un incremento no tan considerable, dado que los hiperparámetros estándar, dieron un 

excelente ajuste. Para la clasificación de facies se usó un método de Aprendizaje No Supervisado, 

KMneas, dando por lo general agrupamiento de 3 grupos de Facies, las de Lodolita, Arenita Limpia 

y Arenita Lodosa. Para la clasificación de las facies se usaron métodos de Aprendizaje Supervisado, 

utilizando el número de clústeres ya usado. Dentro de los algoritmos utilizados, el de mejores 

resultados de precisión, fue el de Árbol de Decisión, con valores incluso del 99%.  

Palabras claves: Petrofísica, Grupo Real, Inteligencia Artificial, Machine Learning, Clasificación, 

Predicción, Litofacies. 
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Abstract 

Lithofacies Classification and Determination Using Artificial Intelligence 
Methodologies in the Real Group of the Middle Magdalena Valley Basin based 
on Well Log Data 

The MEGIA Group has been conducting various types of studies in recent years to help study and 

understand the behavior of aquifers in the Middle Magdalena Valley Basin (VMM). One of these 

studies was petrophysical, where different formations and units within the unit of interest were 

lithologically classified. This work is an extension of these petrophysical studies, using artificial 

intelligence (AI) methodologies, including various machine learning (ML) algorithms to help classify 

and predict different properties and characteristics of the basin. In this work, these techniques were 

used to replicate classical petrophysical methodologies, to predict and model missing petrophysical 

well logs in wells, and to classify and predict lithologies, which is the main objective of this document. 

For petrophysical calculations, conventional equations were used to calculate porosity, shale 

volume, and water saturation in wells from lithological curves, such as Gamma Ray (GR) and 

Photoelectric Factor (PEF), and also from porosity curves, such as sonic (DT), density (RHOB), and 

neutron (NPHI). For the prediction of missing curves, different correlation mechanisms were 

necessary to determine the best well logs that fit each record to be predicted. A good correlation 

could be defined between the GR and RHOB well logs, as well as NPHI with PE. The Random Forest 

hyperparameters were optimized, seeing a not so considerable increase, since the standard 

hyperparameters gave an excellent fit. For the prediction of the sonic well log, all the previously 

named curves were used, and a good prediction could be made, with a slight lag in the most clayey 

intervals. For the classification of facies, a non-supervised learning method, the K-means method, 

was used, generally giving a grouping of 3 groups of facies, namely mudstone, clean sand, and 

loamy sand. Supervised learning methods were used for the classification of facies, using the 

number of clusters already used. Among the algorithms used, the one with the best accuracy results 

was the Decision Tree, with values of even 99% accuracy. 

Keywords: Petrophysics, MEGIA Group, Artificial Intelligence, Machine Learning, Classification, 

Prediction, Lithologies 
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Introducción 

Las herramientas de Inteligencia Artificial (IA) se han convertido en los últimos años en una 

tendencia mundial, y ahora están presentes en todos los campos conocidos, desde 

Ingeniería Espacial, hasta incluso la música y el arte. Como era de esperarse, la IA también 

dice presente en las Geociencias y Ciencias Energéticas, y ha sido utilizada para diferentes 

tipos de objetivos; ya sea clasificación, predicción o monitoreo de diferentes procesos. Para 

el sector minero energético, este uso de herramientas puede ser clave para potenciar y 

dinamizar los flujos y procedimientos. Al contar con millones de terabytes de información, 

las máquinas pueden ser capaces de procesar y aprovechar toda esta data, algo que un 

grupo de personas por sí solas puede tardar en procesar y analizar. En el presente trabajo, 

se van a aplicar estas metodologías en procesos básicos y cotidianos de las geociencias.  

La clasificación de litofacies clásica consiste en asignar un tipo o clase de roca a una 

muestra de datos específica. Los datos ideales para clasificar litofacies son muestras de 

rocas extraídas de pozos (corazones o núcleos), pero debido a su alto costo, es necesario 

un método que pueda hacer la clasificación con mediciones indirectas. El método más 

común o tradicional consiste en asignar casi manualmente las facies a formaciones de 

rocas, a partir de la interpretación humana, lo que puede convertir la asignación de 

litofacies en un proceso largo y rutinario. Debido a esto, se han tenido en cuenta trabajos 

estadísticos multivariantes para dinamizar esta actividad (Wolf et al., 1982; Busch et al., 

1987); para años más tarde proponer el uso de redes neuronales (Rogers et al., 1992). A 

lo largo de los años se ha venido integrando entonces la aplicación de técnicas de 

aprendizaje automático a la clasificación de facies (Hall, 2016), especialmente utilizando 

registros eléctricos y facies interpretadas, en pozos de gas de Kansas (Dubois et al., 2007), 

para predecir litofacies en pozos externos a los ya entrenados.  

Este trabajo es solo una parte del gran proyecto MEGIA (Modelo multiEscala de Gestión 

Integral del Agua con análisis de incertidumbre de la información para la realización de la 

evaluación ambiental estratégica (eae) del subsector de hidrocarburos en el Valle Medio 

del Magdalena), un proyecto de investigación de la Universidad Nacional de Colombia, 
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MinCiencias y la ANH. El presente trabajo de investigación hace parte entonces del grupo 

de Geología y Geofísica, donde a partir del trabajo de investigadores y pares académicos, 

se pretende hacer una mejor delimitación de los acuíferos de la zona de estudio, así como 

la cuantificación de las propiedades petrofísicas de las rocas almacén de las aguas 

subterráneas. 

 



 

 
 

1. Planteamiento del problema 

La toma de datos indirectos del subsuelo es una actividad necesaria a la hora de conocer 

la composición y distribución de materiales en el interior de la tierra. Técnicas como la 

sísmica, magnetotelúrica, registros eléctricos de pozo, etc.; permiten obtener una mejor 

idea de las propiedades de las formaciones, tanto cualitativa como cuantitativamente. 

Debido a esto, el objetivo de la clasificación de litofacies en este trabajo es detectarlas a 

lo largo del trayecto de los pozos, a partir de mediciones de registros en ellos (Hall, 2016).  

Para dicho estudio y análisis, se va a trabajar principalmente con el siguiente conjunto de 

registros:  

Á Gamma Ray: mide la radioactividad de las formaciones.  

Á Resistivo: mide la capacidad que tienen las rocas de impedir el flujo de corriente 

eléctrica.  

Á Factor Fotoeléctrico: mide el factor de absorción fotoeléctrica, ligado al número atómico 

promedio de la formación.  

Á Densidad: mide directa o indirectamente la densidad de las formaciones.  

A partir de dichas medidas y cálculos petrofísicos, se pueden identificar litofacies. Para el 

presente trabajo se van a agrupar de la siguiente manera:  

Á Lodolitas  

Á Arenitas lodosas 

Á Arenitas  

La anterior clasificación se hace también teniendo en cuenta la literatura que se tiene de 

la cuenca y área de estudio. 

El presente proyecto de investigación es un paso de la Geología hacía la Inteligencia 

Artificial, y todo lo que eso conlleva. Con ese trabajo se pretende justificar el uso de la IA 
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en varios procesos del flujo de trabajo de un Geólogo. Específicamente con este trabajo 

se busca optimizar y estandarizar diferentes flujos de trabajo, desde la interpretación 

sísmica o petrofísica, hasta incluso la toma de decisiones.  



 

 
 

2. Objetivos 

2.1  Objetivo general 

Clasificar y predecir las litofacies de los acuíferos del Grupo Real, cuenca del Valle Medio 

del Magdalena VMM, utilizando información de registros de pozo, como registros eléctricos 

y núcleos; aplicando petrofísica y Machine Learning. 

2.2  Objetivos específicos 

Á Generar interpretaciones y predicciones de facies más precisas y eficientes.  

Á Cuantificar y cualificar las propiedades petrofísicas de los acuíferos del Grupo Real en 

el VMM.  

Á Escoger los algoritmos más precisos a la hora de hacer las predicciones faciales.  

Á Predecir registros eléctricos faltantes en pozos, usando algoritmos predictivos de 

Machine Learning.  





 

 
 

3.  Marco geol·gico 

El Valle Medio del Magdalena (VMM) es una de las principales cuencas de Colombia, dada 

su área, ubicación, cercanía a zonas urbanas, y su riqueza minero-energética. Ubicada en 

la parte central-norte del país (Figura 3-1), cuenta ya con más de 100 años de explotación 

de hidrocarburos, sin contar con que es el río más importante del país. Su evolución se 

presenta a lo largo de millones de años, marcada por los movimientos tectónicos de las 

cordilleras Central y Oriental.  

Hace aproximadamente 120 millones de años, a mediados del Cretácico Inferior, en un 

ambiente marino dominante en estas latitudes; un mar tropical poco profundo cubría la 

región, generando así el depósito de los sedimentos correspondientes a la Formación 

Tablazo, de edad Aptiano Superior ï Albiano Inferior (Morales et al., 1958), posteriormente 

se depositaron los sedimentos correspondientes a las Formaciones Paja y La Luna; 

conformadas por arenitas, calizas y lodolitas ricas en materia orgánica (MO), siendo La 

Luna la formación que corresponde a la roca generadora de la cuenca (Sarmiento-Rojas, 

2001), y que tiene potencial de ser productora (con técnicas de explotación No 

Convencional). Terminando el Cretácico, la continua colisión de las placas tectónicas 

Suramericana y de Nazca, dio inicio al levantamiento de la Cordillera Central. Este 

movimiento tectónico alteró la dinámica sedimentaria, dando paso a la Formación Simití, 

compuesta lutitas marrones a grises, que varían de no calcáreas a moderadamente 

calcáreas (Sarmiento-Rojas, 2001), teniendo en cuenta el ahora ambiente transicional-

continental. Comenzando el Mioceno, la cuenca VMM fue moldeándose más a como la 

conocemos en estos días. El levantamiento de la Cordillera Central dio pie a una cuenca 

de tipo intra arco, donde se depositaron sedimentos que luego formaron las arenitas de la 

Formación Colorado, y posteriormente al Grupo Real, lo que es hoy en día el principal 

acuífero de agua dulce de la región (Sarmiento-Rojas, 2001; Servicio Geológico 

Colombiano, 2022). Terminando el Eoceno, el paleo río Magdalena empezó a llevar 

consigo todo tipo de sedimentos, depositando materiales aluviales. Esta época también 

estuvo caracterizada por el continuo levantamiento de la Cordillera Oriental, convirtiendo 
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la cuenca del VMM en una cuenca ante-arco (Sarmiento-Rojas, 2001). En las épocas 

Mioceno-Plioceno culminó el rápido levantamiento de las cordilleras Central y Oriental, 

definiendo los límites actuales de la cuenca. Simultáneamente, movimientos de falla dieron 

lugar a estructuras complejas que influyen en la distribución de los acuíferos (Servicio 

Geológico Colombiano, 2022). 

Figura 3-1 Ubicación de la cuenca del Valle Medio del Magdalena (VMM), y su 
columna estratigráfica (ANH, 2012) 

 
 

La cuenca puede dividirse en dos sectores, norte y sur, separados por la Falla de Cimitarra.  

  



Capítulo 3 27 

 

3.1 Geología estructural 

La gran estructura de la cuenca puede ser caracterizada como una depresión tectónica 

asimétrica, basculando hacia el este. Dicho basculamiento es el resultado de un régimen 

de deformación compresivo, el cual ha generado los diferentes pliegues y fallas de la 

cuenca (Jiménez et al., 2016). Estructuralmente, la cuenca puede ser dividida en tres 

grupos o dominios estructurales: El sector oriental evidencia estructuras orientadas NE-

SW, con cabalgamientos vergentes hacia el oeste. El sector central se caracteriza por 

presentar poca deformación, y finalmente, el sector occidental presenta predominio de 

fallas inversas con alto predominio transpresivo. 

Entre las fallas más importantes de la cuenca, se encuentra la Falla Bucaramanga-Santa 

Marta, la cual tiene un desplazamiento aproximado de 110 km, además de la Falla La 

Salina, la cual tiene un papel delimitante para el Sinclinal de Nuevo Mundo. Entre las 

estructuras de plegamiento importantes de la cuenca, pueden resaltarse el Anticlinal de 

Las Minas y el Sinclinal de Nuevo Mundo, estructuras importantes en el almacenamiento 

de hidrocarburos de la cuenca (Sarmiento et al., 2015). 

3.2 Evolución Tectónica 

La evolución tectónica de la cuenca del VMM ha sido dividida en tres grandes grupos, 

tomando el Periodo Triásico hasta el periodo más actual (Figura 3-2). 

Fase Triásico-Cretácico Superior 

A lo largo de estos periodos, la cuenca comenzó a formarse como una estructura de graben 

supra-continental. Esta fase estuvo marcada por subsidencia tectónica, permitiendo así 

una transgresión marina; dando lugar a la depositación de sedimentos correspondientes a 

formaciones de ambiente marino como la Formación Rosablanca y Tablazo. Esta fase fue 

importante para la formación de las fallas de La Salina y Soapaga, las cuales delimitan la 

cuenca al oeste (Horton et al., 2010; Sarmiento et al., 2015). 

Fase Paleoceno-Eoceno 

Esta fase inicia con la inversión tectónica de la cuenca, de una distensiva o una 

compresiva, dando pie a una cuenca de antepaís. A lo largo de esta fase se depositaron 
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los sedimentos correspondientes a la Formación Lisama, además del continuo 

levantamiento de los macizos de Santander y Floresta. Dicho levantamiento, de origen 

compresivo, permitió la erosión de gran parte de la secuencia sedimentaria cretácica, 

dando así lugar a los sedimentos que posteriormente dieron lugar a la Formación La Paz 

y Mugrosa (Sarmiento et al., 2015). 

Fase Mioceno Medio-Actualidad 

Esta fase final trae consigo la reactivación de paleofallas normales a fallas inversas, a lo 

largo de diferentes etapas de compresión. En la presente fase se deposita el sedimento 

correspondiente al Grupo Real, y diferentes depósitos aluviales provenientes de la 

Cordillera Oriental. La elevación de dicha cordillera ha dado como resultado la delimitación 

y división de la cuenca con los Llanos Orientales (Horton et al., 2010).   
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Figura 3-2 Evolución geológica de la cuenca del VMM (Sarmiento, 2011) 
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3.3 Estratigrafía 

A pesar de que ya se hizo una breve descripción de las unidades que hacen parte de la 

cuenca del VMM, se va a hacer énfasis en las dos unidades litoestratigráficas que hacen 

parte del caso de estudio, la Formación Colorado y el Grupo Real.  

3.3.1 Formación Colorado 

Debe su nombre al río Colorado, donde exhibe una exposición notable, incluyendo su 

sección tipo, y es nombrada así por primera vez por McGill en 1929 (Morales et al., 1958). 

Esta unidad (Mioceno temprano) está compuesta por arenitas, lodolitas y arcillolitas, similar 

a la Formación Mugrosa, aunque con una mayor proporción de óxidos de hierro en las 

lodolitas, lo que le otorga su distintivo color rojizo. En cuanto a las arenitas, estas presentan 

un tamaño de grano más grande, en comparación con las de la Formación Mugrosa 

(Pilsbry & Osson, 1935). Su espesor varía entre los 100 y 300 metros y se extiende en la 

parte central de la cuenca, donde alberga acuíferos de agua dulce de calidad química 

favorable y productividad media. El agua producida en estos acuíferos tiene un pH entre 

6.5 y 7.4 con una conductividad eléctrica que oscila entre 100 y 500 ɛS/cm (milisiemens 

por centímetro). 

La Formación Colorado suprayace a la Formación Mugrosa, con un contacto concordante 

que limita con el horizonte fosilífero de Mugrosa, o con su miembro arcilloso cuando el 

contacto no incluye dicho horizonte (De Porta, 1974). Infrayace al Grupo Real, presentando 

un contacto discordante (Morales et al., 1958). 

Los depósitos de la Formación Colorado se originaron en un ambiente fluvial-lacustre, 

donde las facies gruesas están relacionadas con un régimen de flujo alto (canales), 

mientras que las facies más finas corresponden a un régimen de flujo bajo, como los 

depósitos lacustres o las llanuras de inundación (Sarmiento-Rojas, 2001; SGC, 2022). 

La formación se divide en tres miembros: 

Á Miembro inferior: Está compuesto por arenitas de grano fino a medio, con 

intercalaciones de lodolitas. 
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Á Miembro medio: Está compuesto por limolitas y lutitas, con intercalaciones de arenitas 

de grano fino. 

Á Miembro superior: Está compuesto por arenitas de grano fino a medio, con 

intercalaciones de limolitas. 

3.3.2 Grupo Real 

El Grupo Real (edad Mioceno) se caracteriza por ser una secuencia litológica 

principalmente compuesta por conglomerados, arenitas y lutitas. La secuencia 

estratigráfica del Real se organiza en múltiples unidades, reflejando variaciones en las 

condiciones deposicionales a lo largo del tiempo. Las arenitas y conglomerados, con su 

característica porosidad, han sido identificados como acuíferos potenciales, mientras que 

las lutitas actúan como unidades impermeables, contribuyendo a la formación de sistemas 

acuíferos complejos (Pérez & García, 2019). Es uno de los grupos con mayor espesor de 

la cuenca, alcanzando en algunas zonas los 3000 m, tanto así que ha sido subdividido en 

varias formaciones (Wheeler, 1935): 

Á Formación Lluvia: Conformada en gran parte por arenitas conglomeráticas, se 

observa en afloramiento una estratificación cruzada en sus capas. Sus cerca de 490m 

de espesor suprayacen a la Formación Colorado (Royero & Clavijo, 2001; G. Sarmiento 

et al., 2015; Wheeler, 1935). 

Á Formación Chontales: Lodolitas intercaladas con arenitas conglomeráticas. 

Presentan estratificación cruzada. Espesor aproximado a los 1200 m (Royero & Clavijo, 

2001; Wheeler, 1935). 

Á Formación Hiel: Presenta arenitas conglomeráticas, intercaladas con capas de 

conglomerados. Espesor cercano a los 1000m. (Royero & Clavijo, 2001; Wheeler, 

1935). 

Á Formación Enrejado: Constituida por lodolitas intercaladas por capas de arenitas. 

Presenta un espesor cercano a los 450m (Royero & Clavijo, 2001; Wheeler, 1935).  

Á Formación Bagre: Se encuentra en el tope del Grupo Real, y está formada por 

arenitas de grano grueso, incluso pueden llegar a ser conglomerados; presenta 

laminación cruzada (sin espesor reportado) (Wheeler, 1935). 
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Figura 3-3 Mapa Geológico del Sistema Acuífero Valle Medio del Magdalena 

(SAVMM) (IDEAM, 2014) 
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El Grupo Real aflora de manera marginal en el área de estudio, como se muestra en la 

Figura 3-3, sin embargo, ha sido ampliamente investigado en otras zonas con 

afloramientos más extensos, como en el Sinclinal de Nuevo Mundo, donde Caballero 

(2010) documentó 1100 m de la sección inferior. En esta zona, describió el contacto 

discordante y erosivo con la Formación Colorado, observado cambios en el buzamiento de 

35-40 grados en dicha formación, a 25-30 grados en el Grupo Real (Caballero, 2010). La 

estratigrafía correspondiente se ilustra en la Figura 3-4. Esta sección está compuesta por 

tres ciclos granocrecientes que corresponden a facies de abanico proximal, facies de ríos 

trenzados y meandriformes, y facies fluviales distales. En la denominada sección 7 de 

Caballero (2010), ubicada en el sector norte del Sinclinal de Nuevo Mundo, la base está 

constituida por conglomerados matriz-soportados de facies de abanico, seguidos por 

arenitas fluviales trenzada, con algunos paleosuelos y lodolitas de facies de planicie de 

inundación (Caballero, 2010). En la parte superior de esta sección predominan facies de 

arenitas fluviales en canales trenzados, intercaladas con conglomerados subordinados, 

lodolitas fluviales de facies de planicie y paleosuelo (Caballero, 2010). 

Adicionalmente, en el sector suroeste del Sinclinal de Nuevo Mundo se realizaron otras 

descripciones, correspondientes a las secciones 4 y 6 de Caballero (2010) que aparecen 

en la Figura 3-4. La sección 4 está constituida por facies medias a distales de abanico y 

arenitas fluviales de canales trenzados, con la disminución de los niveles lodosos y 

paleosuelos. La sección 6 presenta una predominancia de facies de arenitas fluviales de 

canales trenzados, con algunas lodolitas en su base y arcillas lacustres en la parte 

superior. 
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Figura 3-4 Columnas estratigráficas de la sección inferior del Grupo Real en el 

sector del Sinclinal de Nuevo Mundo. Tomada y modificada de (Caballero, 2010) 
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En los registros eléctricos y gráficos (Figura 3-5) compuestos también se pueden apreciar 

las variaciones litológicas entre la Formación Colorado y el Grupo Real. Colorado está 

asociado a unidades arcillosas, grises y verdes, mientras que el Real presenta intervalos 

más arenosos, incluso conglomeráticos.  

Figura 3-5 Litología y registro eléctrico del pozo Acordionero-1, a la altura del 
contacto de la Formación Colorado y Grupo Real 

 



36 Clasificación y determinación de litofacies aplicando metodologías de inteligencia artificial en el 

grupo real de la cuenca del valle medio del Magdalena a partir de registros eléctricos 

 

3.4 Hidrogeología 

El sistema acuífero del Valle Medio del Magdalena (SAVMM) está conformado por 

unidades hidrogeológicas de diferentes periodos y épocas. El periodo Cuaternario se 

caracteriza por el depósito de sedimentos detríticos de grano grueso, intercalados con 

sedimentos lodosos (limosos y/o arcillosos), debido a que son depósitos muy recientes, no 

tienen una buena consolidación (Cañas et al., 2019).  

Las unidades que funcionan como acuíferos en el SAVMM son las siguientes: 

Á Depósitos aluviales recientes y de terraza: Son los sedimentos depositados por el 

Río Magdalena en el tiempo más reciente. Se caracterizan por su alta porosidad, 

permeabilidad y productividad, lo que los convierte en unos de los acuíferos más 

importantes del SAVMM (IDEAM, 2013). 

Á Sedimentos detríticos poco consolidados de la Formación Mesa y el Grupo Real: 

Sedimentos depositados en ambientes fluviales y lacustres durante el Mioceno y el 

Plioceno. Su permeabilidad es menor que la de los depósitos aluviales recientes, pero 

dado su espesor y cierre, son considerados también uno de los acuíferos más 

importantes de la cuenca (IDEAM, 2013). 

Á Formación La Luna: Formación detrito-calcárea que presenta porosidad secundaria 

debido a la disolución de rocas calcáreas. Su permeabilidad es muy baja, por lo que se 

considera un acuífero de baja productividad (IDEAM, 2013). 

La recarga del SAVMM se genera en gran parte por infiltración de la precipitación en los 

acuíferos libres. La recarga calculada varía entre 0 y 500 mm/año, con espesores 

saturados que varían de 80 a 230 m y valores de la transmisividad entre 100 a 200 m2/día 

(IDEAM, 2014). Mientras tanto, la descarga del SAVMM se produce principalmente por el 

Río Magdalena, que es la principal zona de descarga del área de estudio. La dirección del 

flujo regional subterráneo es convergente hacia el río, con sentido norte (INGEOMINAS, 

2013). No obstante, en períodos de lluvias puede producirse una recarga desde el río hacia 

las unidades hidrogeológicas adyacentes, debido a la sobresaturación de éstas. En 

temporada de sequía, puede producirse el proceso contrario, donde el agua subterránea 

almacenada en las unidades adyacentes descarga hacia el río.



 

 
 

4. Marco conceptual 

En este capítulo se van a abordar los conceptos necesarios para entender los cálculos y 

evaluaciones petrofísicas, además de las diferentes simulaciones y predicciones 

realizadas con Inteligencia Artificial (IA). 

4.1 Propiedades de la roca 

Las rocas tienen diferentes propiedades intrínsecas que definen su capacidad para 

relacionarse entre ella o su entorno. Para el caso estudio, es fundamental entender la 

capacidad que tienen las rocas para almacenar fluidos, y la capacidad que tienen estos 

para transportarse a través de ellas. Algunas de las propiedades son las siguientes: 

4.1.1 Porosidad 

Es la fracción de volumen de una roca que está ocupada por espacios vacíos, conocidos 

como poros. La porosidad es una propiedad importante de las rocas, ya que determina su 

capacidad para almacenar y transportar fluidos, como el agua subterránea (Freeze & 

Cherry, 1979). Al ser una fracción, su valor va a variar entre cero y uno. Esta es 

representada por la siguiente ecuación: 

•
ὠ

ὠ
 

Ecuación 1 Porosidad (Ahmed, 2006) 

Donde: 

ű: Porosidad (Fracción) 

Vporoso: Volumen de poro (acre-pie) 

Vtotal: Volumen total (acre-pie) 
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Igualmente, la porosidad se puede clasificar como absoluta y efectiva. La porosidad 

absoluta se define como el espacio poroso total (González & Uribe, 2018). La porosidad 

absoluta está representada por la siguiente ecuación: 

 

Ecuación 2 Porosidad Absoluta (Ahmed, 2006) 

Donde: 

ūabsoluta: Porosidad absoluta (Fracci·n) 

Vporoso total: Volumen de poro total (acre-pie) 

Vtotal: Volumen total (acre-pie) 

Vgrano: Volumen de grano (acre-pie)  

Y la porosidad efectiva se define como el espacio poroso que se encuentra interconectado, 

la cual se muestra en la siguiente ecuación (González & Uribe, 2018): 

 

Ecuación 3 Porosidad Relativa (Ahmed, 2006) 

Donde: 

ūefectiva: Porosidad efectiva (Fracci·n) 

Vporoso interconectado: Volumen de los poros interconectados (acre-pie) 

Vtotal: Volumen total (acre-pie)  

Finalmente, también se puede clasificar la porosidad como primaria, que se refiere a la 

porosidad desarrollada al momento de deposición de los sedimentos, y la inducida, la cual 

hace referencia a la porosidad generada después de la deposición por un fenómeno 

geológico (González & Uribe, 2018). 

4.1.2 Saturación  

En el contexto de la hidrogeología, la saturación se define como la relación entre el 

volumen de agua en un medio poroso y el volumen total del medio. La saturación se 

expresa como un porcentaje, y su valor puede variar entre 0 y 100 (Freeze & Cherry, 1979). 

Un medio poroso se encuentra completamente saturado cuando todo el espacio poroso 

está ocupado por agua. En este caso, la saturación es igual a 1. Si el medio poroso está 
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parcialmente saturado, entonces parte del espacio poroso está ocupado por aire o por 

otros fluidos. En este caso, la saturación es menor que 1 (Todd, D.K., 1980). 

Matemáticamente es la relación de la fracción de volumen poroso ocupado por un fluido y 

el volumen poroso total, como se representa en las siguientes ecuaciones (González & 

Uribe, 2018): 

 

Ecuación 4 Saturación (AHMED. Tarek, Reservoir Engineering Handbook, tercera 
edición, 2006, p. 195) 

4.1.3 Permeabilidad  

Se define como la capacidad que tiene un material para permitir el flujo de fluidos a través 

del mismo, sin afectar su estructura interna. Esta se clasifica en absoluta, efectiva y relativa 

(ASTM, 2015). Hablamos de permeabilidad absoluta cuando una sola fase se encuentra 

presente en el medio poroso, sin embargo, cuando existen más de dos fluidos fluyendo en 

el medio poroso simultáneamente, se define como permeabilidad efectiva (González & 

Uribe, 2018). 

4.2 Petrofísica 

Las propiedades que se definieron en el Capítulo 4.1 hacen parte de las propiedades 

petrofísicas que se han trabajado en la presente investigación. Son las propiedades que 

definen qué tan buen reservorio puede llegar a ser la roca o la unidad de estudio. Estas 

propiedades pueden ser determinadas y estudiadas por métodos directos e indirectos, 

dependiendo de la inversión y acceso a datos que se tenga. Por ende, en el presente 
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capítulo se van a explicar a fondo las diferentes técnicas, herramientas y cálculos utilizados 

para evaluar dichas propiedades.  

4.2.1 Pruebas de Laboratorio 

Si se cuenta con muestras de roca, ya sea de afloramiento, pared de corazón, núcleos o 

ripios, se pueden hacer diferentes pruebas de laboratorio para poder determinar la 

porosidad, permeabilidad y saturación de las rocas.  

Porosidad: Como ya se definió en la sección 4.1.1., es una propiedad de las rocas que 

indica la cantidad de espacio vacío en su interior. En laboratorio, la porosidad se puede 

calcular a partir de la determinación de dos de los tres parámetros básicos de la roca: 

volumen total, volumen de grano y volumen poroso.  

El volumen total de la roca se puede determinar midiendo directamente las dimensiones 

de la muestra (longitud, ancho y espesor); pueden utilizarse métodos gravimétricos, como 

el recubrimiento de la muestra con parafina e inmersión de agua, saturación de la muestra 

e inmersión en el líquido saturante, o la inmersión de la muestra seca en mercurio (Ahmed, 

2001).  

El volumen del grano se puede determinar mediante el método de deshidratación. En este 

método, la muestra se seca en un horno a una temperatura elevada para eliminar el agua 

y los fluidos contenidos en los poros. Luego, el peso de la muestra seca se divide por su 

densidad para obtener el volumen de grano. Existen varios métodos, como el método 

Melcher-Nuting, método de porosímetro de Stevens, y el de densidad promedio de los 

granos (Ferrer, 2009).  

Finalmente, el volumen poroso se puede calcular restando el volumen de grano del 

volumen total. Dichos cálculos finales de determinación de porosidad fueron explicados 

con la Ecuación 1. 

Permeabilidad: La permeabilidad de un material se puede determinar mediante análisis de 

flujo en una fase a través de un núcleo de roca de longitud y diámetro conocidos. En este 

método, se mide la caída de presión en el núcleo a medida que el fluido fluye a través de 

él. La ley de Darcy se puede utilizar para calcular la permeabilidad a partir de estas 

mediciones (Towler, 2002). 
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En el método de flujo estable, el fluido fluye a través del núcleo a una tasa constante. La 

caída de presión a lo largo del núcleo se mide mediante una serie de sensores de presión. 

La permeabilidad se calcula a partir de la siguiente ecuación (Ferrer, 2009): 

 

Ecuación 5 Permeabilidad (Ferrer, 2009) 

Donde: 

k: permeabilidad (m2) 

ȹP: ca²da de presi·n (Pa) 

ɛ: viscosidad del fluido (PaĿs) 

v: tasa de flujo (m/s) 

Saturación: La saturación de los fluidos en un reservorio es la proporción de espacio 

poroso que está ocupada por fluidos (agua, petróleo y gas). Existen varios métodos para 

determinar la saturación inicial de los fluidos, entre los que se incluyen: 

Á Pruebas de laboratorio de núcleos: En este método, se toma una muestra de roca del 

yacimiento y se somete a una serie de pruebas en laboratorio para determinar la 

cantidad de agua, petróleo y gas que contiene (Ahmed, 2001). 

Á Cálculos a partir de la presión capilar: La presión capilar es la fuerza que se opone 

al flujo de fluidos a través de los poros de una roca. Se puede utilizar para estimar 

la saturación de agua en un yacimiento (Ahmed, 2001). 

Á Cálculos a partir de registros eléctricos: Los registros eléctricos son una técnica de 

exploración que utiliza el flujo de corriente eléctrica a través de la roca para obtener 

información sobre su estructura y composición. Se pueden utilizar para estimar la 

saturación de agua en un yacimiento (Ferrer, 2009). 

4.2.2 Registros Eléctricos 

Los registros petrofísicos son una herramienta fundamental para industrias como las de 

los hidrocarburos, o para la exploración y explotación de aguas subterráneas, ya que 

permiten obtener información sobre las propiedades de las rocas y fluidos de un reservorio. 

Esta información es esencial para la evaluación de los yacimientos, el diseño de las 
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operaciones de perforación y producción, y la optimización de la recuperación de petróleo 

o agua. 

Los registros petrofísicos se basan en el principio de que las propiedades de las rocas y 

fluidos varían de manera predecible con la profundidad. Los registros miden estas 

propiedades a lo largo de la trayectoria del pozo, proporcionando una imagen 

tridimensional de las características petrofísicas del yacimiento. Los registros eléctricos se 

pueden dividir en grandes grupos, los principales y de mayor interés para la presente 

investigación son:  

4.2.2.1 Registros litológicos 

Determinar la litología del área o zona de estudio es fundamental para poder definir el 

origen de dichas capas, así como los diferentes procesos que han dado como resultado 

cuencas enteras. A pesar de que en superficie se puede contar con datos de afloramiento, 

gran parte de la información de la cuenca es inasequible para el hombre, o por lo menos 

directamente. Por medio de pozos (de hidrocarburos o agua) se ha podido llegar a 

profundidades de varios kilómetros, obteniendo información valiosa del subsuelo. Por 

medio de estos registros es posible levantar columnas estratigráficas, hacer correlaciones, 

determinar topes y espesores de unidades, identificar ambientes sedimentarios, cambios 

en la distribución de facies por fenómenos de transgresión y regresión marina, etc. Los 

registros litológicos más comunes o utilizados son los siguientes: 

Caliper: Es una herramienta geofísica que permite determinar el radio y geometría del 

pozo. Para ello, se utiliza un instrumento con accesorios articulados que se abren y cierran 

a medida que el instrumento sube por el pozo. La perfilometría es una herramienta 

indispensable para confirmar la consolidación de la formación, ya que el radio y geometría 

del pozo pueden variar dependiendo de la litología. En formaciones de grano fino poco 

consolidadas, pueden producirse derrumbes en el pozo, lo que da como resultado un 

diámetro mayor. Por lo tanto, un diámetro mayor del pozo puede indicar una litología fina 

granular. Sin embargo, la geometría y diámetro del pozo no es la medida más confiable 

para identificar litología. Por ello, es recomendable combinar este registro con otros 

registros geofísicos, como el registro de Potencial Espontáneo (SP) y el registro de Gamma 

Ray (GR) (González & Uribe, 2018). 
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Potencial Espontáneo: El registro SP es un método geofísico de exploración que se utiliza 

para medir el potencial eléctrico entre un electrodo de fondo y un electrodo de superficie. 

Este potencial se denomina potencial espontáneo, y se genera por la diferencia en la 

concentración de iones en el agua de formación y en el lodo de perforación. 

El registro SP se basa en el principio de que la corriente eléctrica fluye a través de los 

materiales porosos en la dirección de mayor potencial eléctrico. Cuando el electrodo de 

fondo se coloca en una roca porosa y permeable, la corriente eléctrica fluye a través de la 

roca hasta el electrodo de superficie. La resistencia de la roca a la corriente eléctrica 

determina el potencial eléctrico medido entre los dos electrodos. 

En rocas fino granulares, como las arcillolitas y limolitas, la resistencia eléctrica es alta, por 

lo que el potencial espontáneo medido es constante. En formaciones de mayor espesor y 

litología medio y grueso granular, la resistencia eléctrica es baja, por lo que el potencial 

espontáneo medido tiene una deflexión considerable. La dirección de la deflexión depende 

de la salinidad del agua de formación. 

El registro SP se utiliza para detectar estratos permeables, identificar sus topes y bases, 

determinar sus espesores y hacer correlaciones entre pozos. Sin embargo, es importante 

tener en cuenta que el registro SP no proporciona información cuantitativa sobre la 

porosidad o la permeabilidad de las rocas. La respuesta típica se refleja en la Figura 4-1. 
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Figura 4-1 Curvas Tipo del Registro SP. (ASQUITH.George, Basic Well Log Analysis 

for Geologists, Primera Edición, 1982, p. 30.) 

 

Gamma Ray: Otro registro de litología, que de hecho se utiliza en conjunto con el SP, es 

el de Gamma Ray (GR). Consiste en la medición de la radiación natural de las formaciones 

atravesadas por el pozo. Las rocas contienen minerales que contienen algunos elementos 

radioactivos, como el uranio, torio y potasio, cuya radiación es leída y medida por la 

herramienta. Sus unidades de medida son API. Un API equivale a 1/200 parte de la 

respuesta obtenida de una formación tipo de la cual es conocida su composición de los 

minerales radioactivos. 

Las rocas finogranulares, como es el caso de las lodolitas, son las que contienen minerales 

más radioactivos que tienen en su estructura los elementos anteriormente nombrados, 

como es el caso de las arcillas. Debido a esto, la lectura del Gamma Ray va a ser diferente 

en lodolitas que, en otro tipo de rocas, como es el caso de las arenitas o calizas. Debido a 

esto, la curva de medición declinará más y tendrá valores más altos en formaciones de 

roca de grano fino gracias a su alto contenido de minerales de arcilla. En el caso de 



Capítulo 4 45 

 

 

arenitas, estas pueden tener contenido de arcilla o no, también llamadas arenitas limpias 

o sucias, respectivamente; por lo que las arenas sucias tendrán mayores medidas en el 

registro que las arenas limpias (González & Uribe, 2018). 

Por ende, gracias al registro Gamma Ray es posible conocer el volumen de arcilla (Vsh) 

que tiene cada formación. Inicialmente se halla el índice de Gamma Ray, la cual define la 

proporción de arcilla en la formación como refleja la siguiente ecuación: 

 

Ecuación 6 Índice de Gamma Ray (ASQUITH. George, Basic Well Log Analysis for 
Geologists, Primera Edición, 1982, p. 91.) 

Donde: 

IGR: Índice de Gamma Ray 

GR: Valor de Gamma Ray leído en la zona 

GRclean: Valor de Gamma Ray en la zona limpia 

GRshale: Valor de Gamma Ray en la zona arcillosa 

Comúnmente se tiene un rango de unidades API para definir litologías. Las arenas limpias 

rondan por el rango entre 25 a 40 API, las arenas sucias entre 40 y 90, y las lodolitas tienen 

un valor API mayor a 150. Teniendo en cuenta lo anterior, se tienen en cuenta 

correlaciones que indican el valor del volumen de arcilla los cuales fueron establecidas por 

la edad de la roca. Para este proyecto se usa la correlación de Stiever, la cual se utilizan 

para rocas de la edad del Mioceno y el Plioceno, como se muestra en la siguiente ecuación: 

 

Ecuación 7 Volumen de Arcilla (Fuente: Kairuz et al., 1998) 

Donde: 

Vsh: Volumen de arcilla 
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4.2.2.2 Registros de Porosidad 

La determinación de la porosidad es fundamental para la evaluación de un yacimiento, 

permite calcular volúmenes y hacer predicciones de tasas de producción. Los registros 

utilizados para dicha tarea son el sónico, densidad y neutrón. Lo más común es que se 

utilicen los tres registros en simultáneo, ya que estos registros no solo responden a la 

porosidad de la roca, sino al tipo de matriz que tenga y a los fluidos que contenga es sus 

poros. Comúnmente se utilizan los registros de densidad y neutrón combinados para 

obtener los valores de porosidad. Finalmente, estos dos registros en conjunto son un 

excelente indicador de presencia de gas (González & Uribe, 2018). 

Registro Sónico: Consta de un transmisor y un receptor. El transmisor emite impulsos 

sónicos y el receptor capta y registra los impulsos. El registro básicamente mide el tiempo 

de recorrido de una onda de sonido a través de la formación. El tiempo de tránsito va a 

depender de la litología que la onda atraviese, por ende, también va a depender de la 

composición y porosidad de la roca. Debido a que las velocidades sónicas son tan altas, 

se registran los valores de velocidad y tiempo en microsegundos por pie. Como ya se 

mencionó, la velocidad depende principalmente de la composición de la roca y su 

porosidad, por lo que es importante conocer los valores de velocidad y tiempo de tránsito 

para cada material, los cuales se presentan en la Tabla 4-1. 

Tabla 4-1 Valores de Velocidad Sónica y Tiempo de Tránsito para Matrices de Roca 
y Revestimientos Comunes (Kairuz et al., 1998) 

 

Los anteriores valores son de rocas y minerales no porosos, por lo que hay que tener en 

cuenta que la porosidad disminuye la velocidad de la onda sónica a medida que ésta 

atraviesa la roca. La determinación de la porosidad se hace a través de la Ecuación 8, la 

Roca Vma (ft/seg) Tma (ms/ft)

Arenita 18000-19500 55.5-51

Caliza 21000-23000 47.6-43.5

Dolomita 23000 43.5

Anhidrita 20000 50

Sal 15000 66.7

Revestimiento 17500 57



Capítulo 4 47 

 

 

cual es planteada por Wyllie, y relaciona el valor medido por el registro, la litología de la 

formación, y el tipo de fluido presente en los poros. 

 

Ecuación 8 Porosidad Sónica (Kairuz et al., 1998). 

Donde:  

ætma: Tiempo de tránsito a través de la matriz 

ætlog: Tiempo de tránsito leído del registro 

ætf: Tiempo de tránsito a través del fluido 

ὲsonica: Porosidad determinada por medio del registro Sónico 

Registro Densidad: Al igual que la herramienta del registro sónico, se usa para determinar 

porosidad, además de determinar zonas de gas. Al bajar la herramienta, se ajusta una 

fuente radioactiva a la pared del pozo, emitiendo rayos gamma a la formación a altas 

velocidades. Estas partículas chocan con los electrones de la formación, a medida que 

aumenta el número de choques se va perdiendo energía y va a ser menor la cantidad de 

rayos que van a llegar al detector, y de ahí es que se determina la densidad de la formación 

(González & Uribe, 2018).  

La medida básica de la herramienta se da como cualquier otra medida de densidad, en 

gramos sobre centímetro cúbico.  El registro es muy sensible al lodo y a la torta, por los 

que se requieren varios procedimientos para corregir algunos datos erróneos. Se 

recomienda que la herramienta queda contra la pared, derrumbando parte de la torta y 

poniendo en contacto la herramienta con la formación lo mejor posible. Esta herramienta 

determina la porosidad por medio de la Ecuación 9. 

 

Ecuación 9 Porosidad generada del Registro de Densidad (Kairuz et al., 1998). 
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Donde:  

ὲden: Porosidad generada del registro de densidad.  

ɟma: Densidad de la matriz 

ɟb: Densidad de la masa medida 

ɟf: densidad del fluido 

Adicionalmente, en la Tabla 4-2 Valores de densidad para minerales y fluidos (Kairuz et 

al., 1998)., se tienen algunos valores típicos de densidad para algunos minerales y fluidos 

comunes, los cuales se usan para la densidad de la matriz y del fluido respectivamente. 

Tabla 4-2 Valores de densidad para minerales y fluidos (Kairuz et al., 1998). 

 

El registro puede verse afectado por la litología, ya que hay que conocer la densidad de la 

matriz de la formación. Y por el tipo de fluido, debido a que la lectura de la herramienta es 

muy somera y va a estar leyendo en la zona invadida bajo la influencia de lodo y filtrado 

de lodo. 

Registro Neutrón: Su principio corresponde a la cantidad de iones de hidrógeno en la 

formación. La herramienta emite electrones de alta energía, estos chocan con el núcleo de 

los átomos de la formación, pierden energía y esta pérdida es una función de las masas 

relativas.  

El CNL (Compensated Neutron Log) puede detectar neutrones termales, puede correrse 

en pozos abiertos o revestidos, tiene un radio de investigación somero y la herramienta 

debe ir fija a la pared del pozo. El CNL puede verse afectado por la presencia de arcillas 

hidrofílicas, ya que estas retienen más hidrógeno en sus moléculas de agua, y la lectura 

de la porosidad da alta en zonas de rocas de grano muy fino. También puede verse 

Compuesto Fórmula
Densidad real

(g/cc)

Lectura de la 

herramienta

(g/cc)

Cuarzo SiO2 2.654 2.649

Calcita CaCO3 2.71 2.71

Dolomita CaCo3MgCO3 2.87 2.876

Anhidrita CaSO4 2.96 2.977

Silvita KCl 1.984 1.863

Halita NaCl 2.165 2.032

Agua dulce 1 1

Agua salada 200000 ppm 1.146 1.135

Petróleo 0.85 0.85
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afectado en formaciones con agua salada, ya que esta agua tiene poco hidrógeno y la 

herramienta dará una baja porosidad (González & Uribe, 2018). 

4.2.2.3 Registros Resistivos 

Herramientas convencionales (ES): El principio de medición se basa en introducir 

corriente a la formación por medio de electrodos y obtener la resistividad por medio de la 

lectura de los voltajes entre los electrodos. Aunque esta herramienta se vea afectada por 

las capas adyacentes de las formaciones, lodo de formación, la invasión de la formación, 

entre otros; el radio de investigación depende del espaciamiento de los electrodos. 

Herramienta Laterolog (LL): El principio de medición se basa en introducir corriente 

desde el electrodo hasta la formación. Esta herramienta puede determinar la resistividad 

de la zona invadida como de la zona virgen, teniendo en cuenta que elimina las 

alteraciones de la lectura por efecto de las capas adyacentes. 

Herramienta Doble Latelog (DLL): El principio de medición de esta herramienta es 

básicamente el mismo que las herramientas Laterolog, sin embargo, esta tiene una mejor 

resolución porque tiene una combinación de herramienta Laterolog somera y profunda con 

una distancia mayor en los electrodos que se encuentra en cada extremo. Esta 

herramienta, disminuye el efecto de invasión al tener una resolución vertical de dos pies. 

Herramientas de Inducción: El principio de medici·n se basa en ñenviar una corriente 

alterna de alta frecuencia y de intensidad constante a través de la bobina transmisora. Se 

crea un campo magnético alterno que induce corrientes hacia la formación alrededor del 

agujero. Estas corrientes fluyen en anillos de forma circular que son coaxiales con la bobina 

de transmisión, y crean a su vez un campo magnético que induce un voltaje en la bobina 

receptora. Debido a que la corriente alterna en la bobina transmisora es de amplitud y 

frecuencia constantes, las corrientes del anillo son directamente proporcionales a la 

conductividad de la formación (González & Uribe, 2018). 
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4.3 Inteligencia Artificial (IA) 

Es una nueva rama de las ciencias informáticas, cuyo objetivo es elaborar sistemas o 

modelos, capaces de analizar, aprender y tomar decisiones. Los millones de aplicaciones 

que tiene han servido para desarrollar aceleradamente industrias, ciencias, y hasta el día 

a día de las personas. Por ello, es imposible no pensar en los miles de posibilidades que 

se pueden tener en las geociencias, como modelar y predecir cambios en el clima, generar 

modelos predictivos para desastres naturales, o incluso revolucionar los métodos de 

exploración y explotación de recursos minerales.  

A continuación, se van a explicar los diferentes algoritmos utilizados en el presente 

proyecto, para entender mejor el porqué de su uso, y su importancia. 

4.3.1 Aprendizaje Supervisado 

Es un conjunto de algoritmos de Machine Learning (ML) donde los datos de entrada ya 

vienen definidos con los datos de salida, o resultados. Este algoritmo cumple la función de 

entrenar los modelos de tal manera que busca relacionar los datos de entrada y salida. Y 

así, el modelo va a ser capaz de predecir los nuevos resultados a partir de nuevos datos 

de entrada. Es ampliamente utilizado en modelos de clasificación y regresión.  

4.3.1.1 Support Vector Machine (SVM) 

Es un algoritmo de aprendizaje automático que puede ser usado tanto para clasificación 

como regresión. La idea principal del algoritmo es definir una línea o frontera de decisión, 

puede ser desde una simple línea, como un hiperplano, dependiendo de las dimensiones 

y distribución que se tengan de los datos, con el fin de separar en diferentes grupos o 

clases.  

El objetivo principal del SVM es entonces encontrar la línea o frontera de decisión que 

maximice la distancia entre los puntos cercanos a dicho límite. Se comienza entonces por 

una delimitación inicial, y la búsqueda de los puntos más cercanos de cada clase. Estos 

vectores de soporte son los únicos que influyen en la posición inicial de la frontera. Cuando 

ya se tengan dichos vectores, se encuentra la línea que se aleja más de ellos.   
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Figura 4-2. Distribución de datos y elementos del SVM 

 
 

4.3.1.2 K-Nearest Neighbors (KNN) 

Este método de clasificación y regresión se fundamenta en la distancia que tienen entre sí 

los puntos o datos más cercanos, dentro de un gran conjunto de puntos o datos. A partir 

de lo anterior, se pueden clasificar nuevos datos con base en los valores de los puntos 

m§s cercanos existentes. La ñKò del nombre del algoritmo, hace referencia a que el usuario 

es libre de elegir cuántos puntos cercanos usar.  

Existen dos maneras de hacer una predicción: Encontrar el resultado más común entre los 

vecinos, o calcular el promedio de dichos valores.  

La métrica más utilizada en el KNN es la distancia euclidiana, en pocas palabras, es la 

distancia entre dos puntos. Para encontrar dicha distancia, solo basta recurrir al Teorema 

de Pitágoras, midiendo la distancia de cada dimensión de un triángulo imaginario, para 

luego elevar los valores al cuadrado y sumarlos. La distancia euclidiana será la raíz de 

dicho cálculo.  
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Figura 4-3. Descripción del Método KNN 

 

Otra medida comúnmente utilizada en el algoritmo es la distancia Manhattan. En lugar de 

aplicar Pitágoras se usa el valor absoluto de la diferencia, en otras palabras, es la suma 

de las diferencias absolutas entre las coordenadas X y Y de ambos puntos.  

4.3.1.3 Decision Tree  

Es un algoritmo de aprendizaje supervisado utilizado en modelos de clasificación y 

regresión. El algoritmo elabora un árbol jerárquico imaginario de decisiones, donde cada 

nodo o uni·n es una condicional o pregunta, mientras cada ñramaò representa una decisión 

o respuesta.  
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Figura 4-4. Esquema de un Árbol de Decisión 

 

4.3.2 Aprendizaje No Supervisado 

A diferencia del Aprendizaje Supervisado, los datos de entrada no están etiquetados. Se 

usa para encontrar patrones o características en los datos de entrada sin conocer los datos 

de salida, o la respuesta correcta. 

El Clustering es un concepto clave para entender este método. Su fin principal es 

interpretar y definir estructuras o patrones dentro de un conjunto de datos sin etiquetas. 

Este algoritmo de agrupación analiza todos los datos, y si existe algún tipo de relación 

entre ellos, los identifica y separa. Cada usuario es libre de escoger y aplicar la cantidad 

de grupos o clusters, dependiendo el detalle con el que se desee separar o agrupar los 

datos.  

A continuación, se van a mencionar y explicar los algoritmos más importantes del 

aprendizaje no supervisado, los cuales fueron usados en algunos pozos de la cuenca.  



54 Clasificación y determinación de litofacies aplicando metodologías de inteligencia artificial en 

el grupo real de la cuenca del valle medio del Magdalena a partir de registros eléctricos 

 
Figura 4-5. Tipos de algoritmos del Aprendizaje No Supervisado 

 

Como se puede apreciar en la imagen/ejemplo anterior, los resultados pueden parecer 

similares, pero se diferencian en la naturaleza que presenta cada algoritmo.  

4.3.2.1 Hierarchical Clustering 

El agrupamiento jerárquico es una rama del Clustering que permite realizar jerarquía de 

grupos. El proceso comienza con un punto o dato siendo asignado como su propio grupo, 

posteriormente va iterando a través de los datos, fusionando los datos o grupos más 

similares, hasta que quede solo un grupo.  

Figura 4-6. Dendograma de agrupamiento jerárquico 
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4.3.2.2 K Means 

Es un algoritmo de agrupación que organiza un conjunto de datos en K (o n) grupos. Para 

este caso, K va a ser definida por el usuario. El algoritmo trabaja asignando cada punto de 

datos al centroide (punto que representa el centro de cada grupo) de dicho grupo de datos.  

Una analogía comúnmente usada es la de los jugadores, el equipo y el capitán. Por cada 

ronda o iteración, los jugadores (datos) van a ser asignado a equipos (grupos) con el 

capitán más cercano (centroide). Este proceso de selección se repite hasta que los equipos 

o grupos ya no cambien.  

Figura 4-7. Distribución de datos en clusters según K Means 

 

4.3.2.3 Gaussian Mixture Model 

A diferencia de los métodos anteriormente nombrados, este es un método más 

probabilístico, por lo que no separa los datos en grupos definidos, por lo que suele 

conocerse como un m®todo de ñagrupamiento suaveò. Este m®todo no asigna un dato o 

punto a un grupo definido, sino que calcula la probabilidad de que cada punto pertenezca 

a alguno de los grupos definidos.  

Ejemplo, se quiere clasificar a los aspirantes de la Universidad Nacional en las diferentes 

carreras o facultades existentes. Este modelo no va a asignar a un aspirante a un grupo 

específico, sino que el modelo me dice la probabilidad que tiene cada persona a pertenecer 

a cada facultad.  

Este método es clave a la hora de superponer grupos, y la incertidumbre que puede haber 

en los datos.  
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4.3.3 Hiperparámetros 

Son estructuras externas al modelo que disponen su configuración y evolución a lo largo 

de los procesos de aprendizaje. En contraste con los parámetros internos, los 

hiperparámetros no vienen definidos directamente por los datos iniciales. Casos o ejemplos 

como la profundidad de un árbol de decisión, el número de estimadores en un bosque 

aleatorio, o la tasa de aprendizaje en métodos de gradient boosting (Bishop, 2006).  

Se tienen como antecedentes diferentes trabajos que han comprobado que la optimización 

de hiperparámetros pueden incrementar el rendimiento de los modelos ML. El rendimiento 

de los diferentes modelos está regido por diferentes subconjuntos de combinaciones de 

hiperparámetros, no tener en cuenta dichas combinaciones y su configuración, puede 

desaprovechar una buena optimización de los modelos (Bergstra & Bengio, 2012).  

Con respecto a los métodos mass comunes de optimización pueden encontrarse, en otros, 

el de Búsqueda por cuadrícula (Grid Search). Define una malla de los valores posibles 

que pueda tener un hiperparámetro, y entrena el modelo con cada combinación 

(Pedregosa et al., 2011). 

Búsqueda aleatoria (Random Search). Escoge diferentes combinaciones aleatorias 

dentro de las variables definidas para cada hiperparámetro. Paradójicamente, puede 

encontrar mejores resultados con un número menor de iteraciones, en comparación con el 

Grid Search (Bergstra & Bengio, 2012). 



 

 
 

5.  Metodolog²a 

Puede decirse que el presente capítulo va a presentar dos tipos de metodología: La 

metodología clásica del cálculo de propiedades petrofísicas, y la metodología Machine 

Learning (que es la base del proyecto). Esto con el fin de comparar, analizar los pasos y 

resultados de cada manera de hacer petrofísica. 

5.1 Área de estudio 

El Grupo MEGIA, al ser un grupo de investigación de aguas, ha centrado su enfoque en 

una de las principales cuencas hídricas del país. La cuenca del VMM no solo es importante 

por su potencial hídrico, sino también minero energético. Es a partir de esta primicia que 

se posee más información de hidrocarburos y no de agua.  

5.2 Recopilación de información 

A pesar de que el grupo original de MEGIA cuenta con datos sísmicos, de núcleos, incluso 

de afloramientos, en el presente proyecto solo se trabajaron los datos de registros 

eléctricos (Well Logs), los cuales vienen en diferentes formatos y presentaciones.  

- Archivos tipo .LAS: Es el formato típico en el que vienen los registros eléctricos, 

apropiados para su carga en todo tipo de software de interpretación petrofísica. 

Estos son los datos que fueron cargados en Jupiter Notebook para la respectiva 

clasificación y predicción de litofacies, además de los cálculos petrofísicos de cada 

pozo. 

- Archivos PDF: En estos archivos se pueden encontrar los Registros Gráficos 

Compuestos de cada pozo. En este tipo de archivos se pueden encontrar los 

registros eléctricos, además de su interpretación litoestratigráfica. Es muy útil para 

comparar los cálculos petrofísicos con las interpretaciones de los geólogos de 
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campo. Además, en estos archivos PDF se pueden encontrar los reportes diarios 

de perforación, reporte de ripios, e incluso análisis petrográfico de las muestras de 

pozo. 

- Imágenes en formato .TIF o .PNG: Estos archivos contienen información similar a 

la de los PDFs. No suele ser usada directamente en la interpretación, salvo que no 

haya más información.  

5.3 Selección de los pozos 

Como ya se mencionó previamente, el origen de los datos obtenidos tiene un contexto 

petrolero. Es importante recordar que, estratigráfica y cronológicamente hablando, hay 

diferencia entre los reservorios de hidrocarburos y los de agua dulce (acuíferos). La 

mayoría de los pozos solo tienen información en las partes más profundas del pozo, ya 

que esa es la zona de interés de las compañías operadoras, las dueñas de los datos. La 

mayoría de los pozos exploratorios o estratigráficos cuentan con información a lo largo de 

toda su extensión. Por lo tanto, el primer criterio de selección de pozos será que estos 

contengan datos en los intervalos de interés para este estudio, es decir, en el Grupo Real, 

una de las unidades más superficiales de la cuenca. 

El segundo criterio de selección es el de cantidad y calidad de datos, o curvas. En este 

paso ya se puede empezar a comparar el m®todo tradicional del m®todo ñMachine 

Learningò. Las compa¶²as operadoras cuentan con software de licencias de miles de 

dólares, que permiten la carga masiva de información; en este tipo de softwares es fácil 

identificar la cantidad de datos que tiene cada pozo. Para el caso del presente estudio, una 

de las formas de identificar las curvas de cada pozo, tendría que ser abrir archivo por 

archivo, e ir listando; esto puede tomar mucho tiempo, por lo que, con ayuda de Python, 

fue posible cargar los archivos e identificar las curvas existentes. 
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Figura 5-1. Carga de pozos al Jupiter Notebook. 

 

En la figura anterior, a modo de ejemplo, se puede evidenciar la cantidad y qué tipo de 

curvas tiene cada archivo o pozo. Este, por ende, es un paso clave para determinar qué 

pozos manejar, dependiendo si cuentan como la información petrofísica mínima para los 

cálculos de interés.  

5.4 Petrofísica tradicional 

En el presente subcapítulo se va a hacer un breve resumen de los flujos que se han 

utilizado en las últimas décadas para hacer las evaluaciones petrofísicas de las rocas y 

sus fluidos.  

5.4.1 Resistividad del Agua (Rw) 

Para poder calcular la Saturación de Agua (Sw), es necesario primero determinar la 

resistividad del agua en la formación, este cálculo se hace comúnmente a partir del registro 

de Potencial Espontáneo (SP). A partir de la Figura 5-2, se determina la resistividad 

equivalente a la profundidad de la formación, por medio de la temperatura de formación y 

el potencial espontáneo estático. En la figura, se entra por la izquierda con el valor del 

registro SP, se cruza con la temperatura de formación, y se baja hasta encontrar la 

resistividad de agua equivalente. 
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Figura 5-2. Estimación de Rwe por medio del SSP (Kairuz et al., 1998) 

 

Con la resistividad del agua equivalente, en la Figura 5-3 se cruza con la temperatura de 

la formación y se determina la resistividad del agua en la zona virgen (no invadida por el 

lodo o filtrado de lodo). 
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Figura 5-3. Estimación de Rw a partir de Rwe (Kairuz et al., 1998) 

 

Con el valor de la resistividad del agua a una profundidad determinada, se determina la 

resistividad del agua para todo el registro. 

 

Ecuación 10. Resistividad del Agua (Kairuz et al., 1998) 

Donde:  

Rw: Resistividad del agua en la zona virgen (ohm-m)  

R1: Resistividad del agua a una profundidad determinada (ohm-m)  

T1:Temperatura a una profundidad determinada (°F)  
T2: Temperatura en la zona virgen (°F) 
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5.4.2 Volumen de Arcilla (Vsh) 

A partir del registro GR se puede definir la radioactividad de las formaciones, y los límites 

máximos y mínimos de radioactividad. Las formaciones de mayor valor GR corresponde a 

presencia de unidades arcillosas, ricas en minerales como el K, U y Th, por lo que el 

registro es clave a la hora de determinar unidades arcillosas o no. Luego de definir los 

límites máximos y mínimos de GR (límite de arcilla y arena, respectivamente), se procede 

al cálculo del Vsh, con el objetivo de determinar el porcentaje de matriz arcillosa presente 

en el espacio poral de las arenas. El primer paso es determinar del Índice de Gamma Ray 

con la Ecuación 7. Posteriormente se utiliza para Ecuación 11 de Stiever para el cálculo 

del volumen de arcilla.  

 

Ecuación 11. Volumen de Arcilla (Kairuz et al., 1998) 

5.4.3 Porosidad efectiva 

Se determina la Porosidad Efectiva a partir del Vsh previamente calculado. Para este 

cálculo es importante identificar la densidad de la matriz, a partir de la Tabla 4-2, también 

hay que asignar un valor de densidad de fluido, para así poder utilizar la Ecuación 9 y 

determinar el valor de porosidad density. Continuando con el flujo, se determina la 

porosidad promedio incluyendo la porosidad neutrón en la siguiente ecuación: 

 

Ecuación 12. Porosidad Promedio (Kairuz et al., 1998) 

Donde:  

Øa: Porosidad Promedio (Fracción) 

ØD: Porosidad Density (Fracción) 

ØN: Porosidad Neutrón (Fracción) 

Finalmente, se determina la porosidad efectiva teniendo en cuenta el Vsh. 
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Ecuación 13. Porosidad Efectiva (Fuente: Kairuz et al., 1998) 

Donde: 

Øe: Porosidad efectiva (Fracción)  

Øa: Porosidad promedio (Fracción)  

Vsh: Volumen de arcilla (Fracción) 

5.4.4 Factor de formación 

Puede ser definido como la relación de proporcionalidad entre la resistividad de una roca 

limpia con agua (Ro) y la resistividad del agua de formación (Rw). El factor también está 

relacionado con la porosidad y el factor de cementación, como se muestra en la siguiente 

ecuación: 

 

Ecuación 14. Factor de Formación propuesto por Archie (SENERGY Ltda, Interactive 

Petrophysics User Manual, Versión 3.5, 2008, p. 744.) 

Donde:  

a: Coeficiente de litología  

m: Factor de cementación 

Convencionalmente, para los cálculos de saturación de agua, se usan los valores de 0.62 

para el coeficiente de litología y 2.15 para el factor de cementación. 

5.4.5 Saturación de Agua 

Para la industria del petróleo, es fundamental determinar no solo el tipo de roca y la 

porosidad, sino qué tipo de fluido en encuentra almacenado en su unidad de interés. Al 

calcular la saturación de agua, también se determina la saturación de aceite, por lo que se 

puede evaluar el potencial de producción del yacimiento. Pese a que los hidrocarburos no 

son el interés del presente proyecto, es válido presentar la forma convencional del cálculo 

de Sw. 
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Este se puede hacer a través de la siguiente Ecuación 15 de Archie: 

 

Ecuación 15. Ecuación de Saturación de Agua de Archie. 

Donde:  

a: exponente de cementación 

Rw: resistividad del agua 

Ø: porosidad 

m: factor de cementación 

Rt: resistividad de la formación 

En conclusión, los métodos convencionales son un conjunto de interpretaciones de 

gráficas, aplicaciones de fórmulas, e interpretación directa en el registro de valores 

máximos y mínimos. Cabe aclarar que, con los softwares actuales de interpretación, solo 

con el input de ciertos datos claves, se puede tener toda la interpretación, pero todo está 

basado en la metodología previamente descrita. 

5.5 Petrofísica con Machine Learning 

El pasado capítulo fue un breve y completo recorrido por las metodologías petrofísicas 

convencionales. A continuación, se va a presentar el flujo de trabajado realizado en el 

presente trabajo. Lo primero a tener en cuenta, y que es clave en cualquier metodología, 

es la calidad de los datos, en este caso la calidad de los archivos .LAS. 

En este caso, muy pocos de los pozos entregados por el EPIS/ANH fueron de utilidad para 

la presente investigación, por las zonas de investigación, por las curvas faltantes, y hubo 

un gran problema a la hora de normalizar las curvas y los mnemónicos en ellas.  

El primer paso fue un control de calidad de los datos, que las curvas tengan un mnemónico 

estándar de carga, que estén dentro de los valores estándar, además de un control y 

tratamiento de datos nulos.  

Todos los modelos, e incluso todos los controles de calidad fueron hechos en Jupiter 

Notebook. Esta, es una plataforma/app de código abierto con más de 40 lenguajes de 
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programación incluidos, entre ellos Python. En dicha página se pueden crear y almacenar 

diferentes ñcuadernosò o p§ginas de c·digo, este es el repositorio del proyecto.  

Para crear un c·digo, primero es necesario importar unas ñlibrer²asò. Estas no son m§s 

que un conjunto de módulos que tienen funciones y variables relacionadas. Son 

herramientas muy útiles, que permiten escribir código sin empezar de cero. En el proyecto 

se usaron varias librerías, a continuación, se describirán brevemente algunas de ellas: 

Á Pandas: Manejo y análisis de estructuras de datos. 

Á Matplotlib: Creación de gráficos en 2 dimensiones. 

Á Seaborn: Resume datos en visualizaciones y distribución de datos. 

Á Numpy: Cálculos numéricos y análisis de datos. 

Á Welly: Permite carga y visualización masiva de varios pozos a la vez. 

Á Lasio: Permite la carga y visualización de archivos .LAS. 

Al momento de cargar la información, se debe describir el tipo de archivo a manejar, en 

este caso es un archivo .LAS, y para esto se utiliza la librer²a ñlasioò.  

Figura 5-4. Código de carga del archivo .LAS, usando librerías 

 

Con el código ya cargado, se puede entonces llamar la información que se desee, en este 

caso se puede comenzar con el nombre de las curvas o mnemónicos, sus unidades, y su 

descripción.  
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Figura 5-5. Lista de curvas, unidades y descripción con Python 

 

Existen más formas y maneras de estudiar y evaluar los datos cargados, en este caso se 

va a mostrar una forma estad²stica, a partir de la funci·n ñ.describe()ò. 

Figura 5-6. Tabla de contenido de la Función describe() en Python 

 

En ella se pueden observar los valores máximos y mínimos de cada curva, además de el 

promedio, desviación estándar, y los percentiles 25, 50 y 75. 

Estas son solo formas tabulares de evaluar los datos, de ver si los valores se encuentran 

dentro de los rangos estándar, pero existen más en Python muchas más formas de hacer 

un control de calidad, como es el caso de las gráficas de histogramas o boxplot. 

Un histograma no es más que una forma de visualizar la distribución de los datos. Para el 

presente caso, luego de cargar cualquier archivo .LAS, se procede a convertirlo en un 

dataframe (estructura de datos con dos dimensiones), para posteriormente graficarlo en 

modo de histograma:  
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Figura 5-7. Histograma de una curva GR tipo. 

 

Cabe aclarar que el anterior histograma tiene más código de por medio, para escoger el 

tamaño de la gráfica, la cantidad y color de las barras, la determinación de los percentiles, 

etc. Pero a modo de explicación, con el histograma puede observarse qué valores son los 

más comunes o de mayor frecuencia (Eje Y), y a partir de qué puntos la curva ya no 

presenta valores. Es una herramienta gráfica de control de calidad estadístico. 

Otro tipo de gráfica típica de ML y que es usada para hacer control de calidad, es la de los 

boxplot. Es un método gráfico que representa datos numéricos a través de cuartiles. Estos 

diagramas permiten visualizar y comparar la distribución de valores numéricos.  

Figura 5-8. Descripción de un boxplot tipo 

 

Las líneas externas (o bigotes) determinan los límites máximos y mínimos de los datos, los 

bordes de la caja muestran los percentiles 25 y 75, y el centro de la caja muestra la media 

de los datos.  
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Usando Pandas, puede hacerse un boxplot simple, en una sola línea de código: 

Figura 5-9. Boxplot de una curva GR tipo. 

 

Se pueden hacer boxplots más elaborados para todo un dataset, teniendo en cuenta que 

no todos los registros manejan las mismas escalas. 

Figura 5-10. Boxplot de dataset completo de curva 

 

5.5.1 Cálculos petrofísicos 

Para dichos cálculos se van a utilizar las librerías ya mencionadas, y las ecuaciones de la 

metodología básica. Primero, se procede a calcular el volumen de arcilla. 
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Figura 5-11. Cálculo de volumen de arcilla 

 

Posteriormente, se procede con el cálculo de la porosidad, a partir del registro o dato de 

densidad. 

Figura 5-12. Cálculo de porosidad 

 

Finalmente, se procede a calcular la saturación de agua por el método de Archie y 

Simandoux. 

Figura 5-13. Cálculo de Saturación de Agua 

 



70 Clasificación y determinación de litofacies aplicando metodologías de inteligencia artificial en 

el grupo real de la cuenca del valle medio del Magdalena a partir de registros eléctricos 

 
Las anteriores fueron ecuaciones para datos puntuales (de ejemplo). A continuación, se 

hacen los cálculos para toda la corrida de los registros. No solo se va a hacer el cálculo, 

sino que además se van a crear nuevas curvas con los resultados de los cálculos, para ser 

agregados al dataframe y así poder graficarlas. 

Figura 5-14. Cálculos petrofísicos a partir de las curvas de GR y porosidad 

 
 

Figura 5-15. Cálculos de saturación a partir de las curvas de resistividad 

 
Luego de los cálculos, las curvas quedaron nombradas y guardadas en el dataframe de la 

siguiente manera: 

 

Figura 5-16. Tabla con las nuevas curvas calculadas 

 
Finalmente, se procede a graficar la raw data y los cálculos en sus respectivos tracks.  
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Figura 5-17. Track de curvas litológicas, resistivas, de porosidad y de saturación 

 

5.5.2 Predicción de curvas faltantes 

Históricamente, los registros de pozo han servido para conocer mucho mejor el subsuelo, 

es una forma indirecta de determinar las propiedades petrofísicas. Debido a su dificultad 

en la toma de los datos, por no hablar de los costos, muchos pozos no cuentan con una 

amplia cantidad y variedad de registros, por lo que no se puede hacer una evaluación 

petrofísica en detalle de todos los pozos.  

Luego de perforar, hay pozos que mantienen su producción, por lo que no es económico 

detener su producción para hacer más corridas de registros, o incluso hay pozos que ya 

están cerrados o cementados, lo que ya hace imposible obtener información nueva de 

ellos. 

Una de las curvas más importantes a la hora de amarrar pozos con información sísmica, 

es la del registro sónico (DT). Los amarres son esenciales a la hora de referenciar y ajustar 

la información sísmica en profundidad (recordemos que esa información se obtiene en 
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unidades de tiempo). A partir de estos amarres se pueden generar modelos de velocidad, 

que permiten tener todos los modelos en términos de profundidad. A continuación, se va a 

explicar una de las metodologías que pueden permitir predecir el comportamiento de una 

curva existente.  

Se va a proceder con la carga de 4 pozos, 3 de ellos contienen la curva DT, mientras que 

el cuarto pozo no la tiene.   

Posterior a la importación de las librerías y de los pozos, se procede a asignar qué pozos 

van a ser entrenados, y en qué pozo se va a hacer la prueba. 

Figura 5-18. Pozos de entrenamiento y de prueba 

 

Para esta predicción, se procede a utilizar el método de Random Forest, y para ello se 

necesita importar la librer²a ñsklearnò, utilizada para hacer an§lisis predictivos, ya que 

ofrece una amplia gama de algoritmos y herramientas que facilitan la aplicación de técnicas 

de aprendizaje automático.  

Figura 5-19. Import de librerías de regresión 

 
 

Figura 5-20. Asignación de curvas de entrenamiento y de prueba 

 
 

Se procede entonces a entrenar el modelo. 
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Figura 5-21. Entrenamiento de datos a partir de Random Forest 

 

A partir del entrenamiento, se procede entonces con las pruebas de predicción. 

Figura 5-22. Predicción de las pruebas a partir de los datos entrenados 

 

Se pueden comparar los datos predichos de los actuales, ya sea en un crossplot, o en un 

Track, comparando el comportamiento de las curvas. 

Figura 5-23. Crossplot con los datos modelados vs datos reales 
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Figura 5-24. Comparativo de las gráficas DT 

 

 
 

5.5.3 Clasificación y predicción de litofacies 

5.5.3.1 Clasificación 

Una de las aplicaciones más usadas del ML en las geociencias es la de la clasificación de 

tipos de rocas. Por lo general, estos valores o asignaciones de facies se hacen en el mismo 

campo a partir de datos de ripios, los mudloggers realizan un levantamiento de estos datos 

y recrean una columna litoestratigráfica, en la que asignan las facies en cada intervalo. En 

el presente proyecto, se va a hacer la asignación de las facies a partir del comportamiento 

de las curvas entre ellas, para poder agrupar los datos y darle a cada uno de ellos una 

facies. 

Como en todo flujo de ML en Python, se comienza por llamar las librerías pertinentes, y 

posteriormente la carga del archivo. 
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Figura 5-25. Lista de curvas cargadas 

 

Como no se tienen las facies, se va a utilizar un método de aprendizaje no supervisado 

para clasificar los datos, y así determinar cantidad de grupos, y a definirlos según sus 

características petrofísicas. Se procede a estandarizar las curvas a partir del método a 

utilizar, en este caso el de KMeans. 

Figura 5-26. Carga de librerías y estandarización de curvas para uso de KMeans 

 

A partir de la distribución de los datos, el algoritmo va a calcular el número de clusters o 

grupos más adecuado, en este caso va a ser de 3. 
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Figura 5-27. Número de clusters sugeridos por el algoritmo KMeans 

 

El algoritmo acaba de clasificar los datos en 3 grupos, lo que sigue ahora es asignar esos 

grupos a los datos, y si se van a asignar como las Facies. 

Figura 5-28. Facies asignadas a los datos e integradas al Dataframe 

 
 

A pesar de que ya se tiene un valor de Facies asignados a los datos, es para el modelo 

solo un número, todavía no se sabe con certeza qué tipo de facies son las que se están 
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manejando, es ahora donde entra el papel del petrofísico o intérprete, para poder describir 

cuáles son las facies presentes en las formaciones. 

Existen varios tipos de curvas presentes en el dataframe, pero para el presente modelo se 

van a escoger las variables que de una u otra manera nos pueden dar una idea de qué 

tipo de roca estamos observando. Se van a escoger entonces las curvas de Gamma Ray 

y de Factor Fotoeléctrico.  

Es importante mencionar el contexto geológico que se tiene, y si se tiene en cuenta que 

los datos hacen parte del Grupo Real, se sabe de antemano que estamos en presencia de 

rocas de ambiente continental, rocas sedimentarias detríticas, que van desde lodolitas 

hasta conglomerados, pasando por las arenitas. Se procede entonces a graficar un 

crossplot entre las curvas mencionadas, agrupadas por las facies. 

Figura 5-29. Crossplot de GR vs PEF, agrupadas en facies 
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Se aprecia en la gráfica la distribución de los datos en 3 grupos, se procede entonces a 

definir litológicamente cada grupo. Teniendo en cuenta solo el GR (o el eje X en este caso) 

se puede definir un límite que separa los datos, los de mayor radioactividad y los de menor 

radioactividad. La teoría define las rocas más radioactivas como las que tienen mayor 

contenido de arcillas y minerales radioactivos (K, U, Th), en este caso definimos este grupo 

como uno arcilloso, en términos litológicos, como lodolitas. Ahora bien, quedan dos grupos 

por definir, aquellos que tienen valores de GR menores a las lodolitas, pueden definirse 

entonces como facies de arenita, ahora procedemos a definir estos grupos, a partir de 

valores tipo del registro PEF.  

Dicho registro define a las arcillolitas (en este caso lodolitas) con valores cercanos a 3.3, 

mientras a las arenitas les da un valor cercano a 1.8, como se puede ver en la siguiente 

figura: 

Figura 5-30. Valores tipo de la curva PEF 

 

Tenemos entonces que los límites entre lodolita y arenita para el PEF son de 3.3 y 1.8. Por 

lo cual, se define la facies de menor GR y menor PEF como Facies Arenita, y los datos de 

menor GR pero elevado PEF, como Facies Arenita Lodosa. 

A continuación, se procede a graficar el nuevo registro de Facies, comparado con las 

demás curvas. 
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Figura 5-31 Tracks de curvas petrofísicas 

 

Se puede entonces comparar el comportamiento de las Facies con el GR. Los valores de 

Facies Arenita (color rojo) corresponden con los valores más bajos del GR, mientras que 

la Facies Lodolita corresponde con los picos más altos del GR. Las facies asignadas tienen 

sentido con el comportamiento del GR. 

Se procede a asignar las Facies o clusters definidos por el modelo, como unidades 

litológicas. 

Figura 5-32. Asignación de litologías a las facies 

 

Finalmente, se procede a correlacionar todas las curvas y facies en una matriz de calor. 
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Figura 5-33. Matriz de calor a partir de la correlación de las curvas 

 

Ya que se tienen las facies definidas y clasificadas, se procede entonces con su predicción. 

5.5.3.2 Predicción 

Para la predicción de litofacies, se va a seguir una metodología similar a la de la predicción 

de curvas faltantes, se va a comenzar por definir la de entrenamiento (X) y la data de 

prueba (Y). 

Figura 5-34. Asignación de datos de entrenamiento y de prueba 

 

Para la predicción, se van a usar los métodos de aprendizaje supervisado, ya que se tiene 

el valor de facies previamente determinado, que es 3. 

SVM: Con X y Y ya definidos, se procede con el entrenamiento del modelo. 



Capítulo 5 81 

 

 

Figura 5-35. Entrenamiento del modelo con SVM 

 

Posteriormente se evalúa el modelo de entrenamiento. 

Figura 5-36. Evaluación del modelo de entrenamiento a partir de la precisión 

 

Ahora se va a evaluar el modelo de entrenamiento a partir de una matriz de confusión. 

Figura 5-37. Datos de la matriz de confusión de los datos de entrenamiento 
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Figura 5-38. Matrix de confusión de los datos de entrenamiento 

 

Luego de entrenar los datos y evaluarlos, se procede a probar el modelo, con la siguiente 

línea de código: 

Figura 5-39. Prueba del modelo SVM 

 
 

Se procede a evaluar el modelo de prueba de la misma manera que el modelo de 

entrenamiento, para tener matrices de confusión de entrenamiento y prueba. 
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Figura 5-40. Matrices de confusión de los datos de entrenamiento y de prueba 

 

La matriz muestra el número de datos correctamente predichos para cada facies, en forma 

diagonal. 

Finalmente, se procede a graficar la nueva curva de facies predicha por el modelo SVM. 

Figura 5-41. Track de curvas, comparando las facies originales con las predichas por 
el modelo de SVM 
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KNN: Para evaluar el método de K-Nearest Neighbors se procede primero a obtener el 

mejor valor de K. 

Figura 5-42. Código de selección de K 

 
 

Figura 5-43. Gráfica de selección de K 

 

A pesar de que el modelo recomendó un valor de K=0, se procede a escoger el segundo 

valor más próximo (20), ya que 0 no es un valor válido. 
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Con dicho valor se procede a hacer el mismo flujo que en SVM, obteniendo los siguientes 

valores de exactitud de los valores predichos.  

Figura 5-44. Precisión de los datos de Facies predichos por KNN 

 

Además, también de determinar las matrices de confusión de entrenamiento y prueba. 

Figura 5-45. Matrices de confusión de KNN 

 

Finalmente, se obtienen las imágenes de las facies predichas. 
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Figura 5-46. Comparativo de las facies reales con las facies predichas con KNN 

 

Decision Tree: Para el modelo de predicción por medio de árbol de decisión, se requiere 

determinar el valor de máxima profundidad, determinado de la siguiente manera: 

Figura 5-47. Código de determinación del valor de máxima profundidad 
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Figura 5-48. Gráfica de mejor aproximación de máxima profundidad 

 

Con dicho valor, se procede a hacer el mismo flujo de entrenamiento y prueba de los 

métodos pasados, obteniendo el reporte de predicción de facies según la precisión. 

Figura 5-49. Datos de precisión de los datos de prueba usando Árbol de decisión 

 

También se calcularon y graficaron las matrices de confusión. 
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Figura 5-50. Matrices de decisión de entrenamiento y prueba, usando árboles de 
decisión 

 

Dicho árbol también pudo ser graficado: 

Figura 5-51. Árbol de decisión 

 

Finalmente, se grafican las Facies originales frente a las predichas por el modelo Decision 

Tree (DT). 

Figura 5-52. Comparativa de las facies originales con las predichas con DT 

 



 

 
 

6.  Resultados y discusi·n 

Los pozos escogidos para el presente proyecto hacen parte del polígono escogido por el 

grupo MEGIA para sus estudios y proyectos. 

Figura 6-1. Mapa de pozos utilizados por el Grupo MEGIA 
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Como ya se ha mencionado, la escogencia de los pozos se hizo a partir de los datos que 

contenían los archivos. LAS, y también de que estos tuviesen la información de los 

intervalos de interés, correspondientes al Grupo Real. 

6.1 Cálculos petrofísicos 

En las metodologías trabajadas se evidenciaron las diferentes maneras de realizar los 

cálculos petrofísicos. A pesar de que el Grupo MEGIA ha realizado los cálculos de las 

formas convencionales, en este trabajo solo se van a resaltar y a discutir las nuevas 

metodologías propuestas.  

La determinación de volumen de arcilla y porosidad se hizo en todos los pozos que 

tuviesen las curvas/información necesaria para dichos cálculos, ya que no todos los pozos 

cuentan con dichos resultados. Así mismo, los pozos que no contaban con resistividades 

profundas o datos de resistividad de agua no pudieron ser evaluados para la obtención de 

la saturación de agua. Cabe aclarar que, debido al contexto hidrogeológico, no es de gran 

valor el cálculo de la saturación de agua, ya que estas rocas solo almacenan agua dulce, 

por lo que las curvas no logran mostrar un comportamiento variable a lo largo de la unidad 

de interés.  

Se van a analizar los resultados de los cálculos petrofísicos para el Pozo Morrocoy-1. Este 

presenta una intercalación de arenas con capas delgadas de lodolita, aunque a 3700ô se 

observa una considerable capa arcillosa. Los valores de GR parecen constantes, aunque 

la deflexión o aumento de la curva es consistente con los cambios en la porosidad. La 

porosidad total es muy similar a la efectiva en las zonas arenosas, ya que las arenas no 

presentan mayor volumen del Vsh, por lo que la corrección que se le hace a esta porosidad 

es mínima, salvo en el intervalo arcilloso, donde claramente hay una reducción de la 

porosidad efectiva.  
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Figura 6-2. Resultado de los cálculos petrofísicos para el Pozo Morrocoy-1 

 

6.2 Predicción de curvas faltantes 

Estas evaluaciones se realizaron para los pozos con curvas fundamentales faltantes. Para 

el cálculo de la porosidad es imperativo tener las curvas NPHI y RHOB, para el cálculo del 

volumen de arcilla es necesario tener la curva GR, y para la saturación de agua es 

indispensable tener la curva de resistividad profunda de formación. 

El principal objetivo de las predicciones es el de obtener la curva del registro sónico (DT), 

ya que este registro es fundamental para la creación de modelos geofísicos del subsuelo. 

Con este registro se pueden amarrar los pozos a las líneas sísmicas. Teniendo en cuenta 

que los datos de pozos vienen dados en profundidad (pies) y los de las líneas o cubos 
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sísmicos en tiempo (ms), este registro viene siendo el común denominador de ambos tipos 

de datos.  

Para poder predecir curvas, es importante y fundamental conocer la relación que hay entre 

las curvas a entrenar, si estas no cuentan con una buena correlación, la predicción no va 

a ser la mejor.  

Por ejemplo, para el Pozo Laurel-1, se hizo un análisis de la correlación entre las curvas 

RHOB y NPHI. 

Figura 6-3. Crossplot RHOB vs NPHI para el pozo Laurel-1 

  

Como se puede evidenciar, hay una relación casi directa entre ambas curvas, por lo que 

son funcionales para la predicción una de otra. 

Otra manera de analizar la correlación entre curvas es la de los mapas de calor, donde en 

una matriz de correlación se pueden observar todas las relaciones entre las curvas 
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escogidas. Para el caso del Pozo Aullador-2, se hizo la relación entre las curvas PE, RHOB, 

NPHI y GR. 

Figura 6-4. Matriz de correlación del Pozo Aullador-2 

 

En este caso, los valores verdes corresponden a correlaciones directas, y los tonos más 

fucsias, a relaciones inversas. Los datos más neutros indican que la relación es casi nula, 

por lo que no es viable hacer predicción entre dichas curvas. 

El GR presenta una buena relación directa con el RHOB, mientras que el NPHI presenta 

una relación con el PE. 

Por otra parte, la predicción realizada al registro sónico tuvo un muy buen ajuste con 

respecto al registro original, como se puede ver en la siguiente imagen: 
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Figura 6-5. DT predicho vs DT real 

 

Sin embargo, las zonas de mayor valor del sónico corresponden a zonas de arcillas, y es 

ahí donde los valores entre curvas difieren más. Se puede decir entonces que hay una 

limitante de las predicciones en zonas arcillosas o poco permeables.  

A pesar que visualmente se obtuvieron buenos resultados, parte del reto de la predicción, 

es buscar justamente el mejor ajuste posible. Se le puede preguntar al modelo Random 

Forest cuáles son sus hiperparámetros, y así mismo encontrar cuáles son los que mejor 

se adaptan a las predicciones. 

 

A partir de los anteriores hiperparámetros, se puede hacer una comparación de los 

resultados, con los hiperparámetros preestablecidos por el modelo, y los optimizados. 
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Estos fueron los resultados, teniendo en cuenta MAE (Error Absoluto Medio), RMSE (Raíz 

del Error Cuadrático Medio) y R2 (Coeficiente de determinación). 

 

Del modelo se puede concluir que tiene un muy buen ajuste, y que los valores 

predeterminados de los hiperparámetros son bastante buenos, dado que solo están 0.21% 

por debajo de los hiperparámetros optimizados. 

6.3 Clasificación y predicción de facies 

En el pozo Las Parras-1 se hizo uno de los análisis de facies. A partir de modelos KMeans 

se encontró que la mejor manera de clasificar los datos fue en 3 clusters. Se utilizaron 

entonces las curvas PEF y GR para hacer dichas evaluaciones.  

Figura 6-6. Clustering a partir de las curvas PEF y GR en el Pozo Las Parras-1 
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Se aprecia en la figura la distribución de los datos en 3 grupos, y se procede entonces a 

definir litológicamente cada grupo. Teniendo en cuenta solo el GR (o el eje X en este caso) 

se puede definir un límite que separa los datos, los de mayor radioactividad y lo de menor 

radioactividad. La teoría define las rocas más radioactivas como las que tienen mayor 

contenido de arcillas y minerales radioactivos (K, U, Th), en este caso definimos este grupo 

como uno lodoso. Ahora bien, quedan dos grupos por definir, aquellos que tienen valores 

de GR menores a las lodolitas, pueden definirse entonces como facies de arenita, ahora 

procedemos a definir estos grupos, a partir de valores tipo del registro PEF.  

Dicho registro define a las lodolitas con valores cercanos a 3.3, mientras a las arenitas les 

da un valor cercano a 1.8. Tenemos entonces que los límites entre lodolita y arenita para 

el PEF son de 3.3 y 1.8. Por lo cual, se define la facies de menor GR y menor PEF como 

Facies Arenita, y los datos de menor GR pero elevado PEF, como Facies Arenita Lodosa. 

Ahora bien, para la predicción de las facies se utilizaron los 3 métodos de Aprendizaje 

Supervisado. A continuación, se van a explicar los resultados. 

Para Support Vector Machine, se obtuvieron los siguientes resultados según la precisión 

del modelo: 

Figura 6-7. Precisión del modelo SVM para el Pozo Las Parras-1 

 

Con un 97% de acierto, las Lodolitas fueron la facies mejor predicha, mientras las Arenitas 

lodosas fueron modeladas con un 85% de acierto. 

Para Support Vector Machine, se obtuvieron los siguientes resultados con base en una 

matriz de confusión: 
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Figura 6-8. Matriz de confusión para SVM. Pozo Las Parras-1. 

 

La matriz de confusión se lee transversalmente entre los datos reales y los predichos. 

Vamos a comenzar con la Facies 0. 163 datos fueron predichos correctamente como 

Facies 0, mientras que 13 datos fueron interpretados incorrectamente como Facies 1. Para 

el caso de la Facies 1, tuvieron 128 aciertos, aunque fueron incorrectamente clasificadas 

21 veces como Facies 0, y 3 veces como Facies 2. Finalmente, para la Facies 2, fue 

correctamente predicha 91 veces, aunque fue mal clasificada como Facies 1 unas 9 veces. 

Para el caso de KNN, se obtuvieron los siguientes resultados de precisión: 

Figura 6-9. Precisión de resultados con KNN para el pozo Las Parras-1 

 
 

Con una precisión del 96%, las Lodolitas fueron las facies mejor modeladas. A 

continuación, las correspondientes matrices de confusión: 
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Figura 6-10. Matrices de confusión con KNN para el Pozo Las Parras-1 

 

Vamos a comenzar con la Facies 0. 154 datos fueron predichos correctamente como 

Facies 0, mientras que 24 datos fueron interpretados incorrectamente como Facies 1. Para 

el caso de la Facies 1, tuvieron 124 aciertos, aunque fueron incorrectamente clasificadas 

25 veces como Facies 0, y 3 veces como Facies 2. Finalmente, para la Facies 2, fue 

correctamente predicha 91 veces, aunque fue mal clasificada como Facies 1 unas 9 veces. 

Finalmente, para el algoritmo de DT, se obtuvieron los siguientes resultados de exactitud: 

Figura 6-11. Resultados de exactitud con DT para el Pozo Las Parras-1 

 

Todas las facies tuvieron una exactitud mayor o igual al 95%, incluso con un valor de 99% 

para las Lodolitas.  
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A continuación, las correspondientes matrices de confusión: 

Figura 6-12. Matrices de confusión a partir de DT para el Pozo Las Parras-1 

 

Vamos a comenzar con la Facies 0. 166 datos fueron predichos correctamente como 

Facies 0, mientras que 12 datos fueron interpretados incorrectamente como Facies 1. Para 

el caso de la Facies 1, tuvieron 124 aciertos, aunque fueron incorrectamente clasificadas 

23 veces como Facies 0, y 5 veces como Facies 2. Finalmente, para la Facies 2, fue 

correctamente predicha 91 veces, aunque fue mal clasificada como Facies 0 una vez, y 

como Facies 1 unas 8 veces. A continuación, se presentan las curvas de Facies para los 

casos. 
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Figura 6-13. Muestra de los valores de Facies calculados con los algoritmos de 

Aprendizaje Supervisado 

 

Los 3 modelos son cercanos a la curva original, tal vez por color el modelo más acertado 

sea el de SVC, pero comparando los resultados de precisión, el método más refinado y 

certero es el de DT.





 

 
 

7. Conclusiones y recomendaciones 

7.1 Conclusiones 

- Todos los cálculos petrofísicos pueden ser realizados usando Python y pueden ser 

desarrollados con normalidad en plataformas de código como Jupiter-Notebook o 

Google Colab.  

- A pesar de que hay reportes de campo que afirman alguna presencia de 

hidrocarburos en el Grupo Real, la determinación de la curva de saturación de agua 

no es representativa en este estudio, ya que sus valores no son muy variables; y 

por lo que respecta a los datos de los registros eléctricos, este Grupo está 

totalmente saturado de agua. 

- Para el cálculo de la porosidad, es imperativo contar con los registros RHOB y 

NPHI, ya que son necesarios para dicho cálculo, no solo por esta metodología ML, 

sino también en la metodología convencional. 

- A partir de diagramas tipo crossplot y matriz de correlación se pueden escoger las 

mejores curvas a entrenar, para predecir una curva faltante definida. La curva mejor 

correlacionable con el GR es la de RHOB, mientras que el NPHI presenta la mejor 

correlación con el PE. 

- La predicción del registro sónico presentó un buen match utilizando las curvas de 

GR, RHOB, NPHI y FE, sin embargo, presenta un poco de desfase en los intervalos 

más arcillosos o radioactivos. 

- La predicción de curvas faltantes es una gran herramienta para hacer una 

interpretación petrofísica a pozos que nunca pudieron ser evaluados, debido a la 

falta de información. Esta técnica puede ahorrar millones de dólares en toma de 
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información, además que con más pozos interpretados en los modelos estos van a 

ser más precisos. 

- Optimizando los hiperparámetros en modelos tipo Random Forest, se puede 

optimizar el modelo y por ende obtener mejores resultados. Para el caso de la 

predicción de la curva DT, el modelo de por si contaba con buen ajuste, por lo que 

con el uso de hiperparámetros, se pasó de un R2 de 0.957292 a 0.959395, una 

mejora del 0.219741%. 

- Ya que se determinaron las facies a partir de Clustering, los modelos predictivos se 

siguieron realizando con algoritmos de Aprendizaje Supervisado. Los algoritmos de 

Aprendizaje No Supervisado no mostraron ningún tipo de precisión con los datos 

reales.  

- Entre los modelos de Aprendizaje Supervisado, el que tuvo los datos más precisos, 

fue el de Árbol de Decisión.  

7.2 Recomendaciones 

- Estandarizar los mnemónicos en los archivos. No todas las compañías llaman las 

curvas de la misma manera, y se hace tedioso normalizar dichos datos para la 

correcta carga y trata de los datos.  

- De los miles de archivos entregados por el EPIS, muy pocos son realmente valiosos 

para la evaluación petrofísica. Tanta información quita demasiada memoria y el 

tratar de revisarlos todos puede resultar tedioso.  

- Por medio de histogramas y boxplot se puede hacer una primera evaluación de los 

datos a tratar. Muchos datos vienen desfasados desde su archivo.  

- Para la predicción de curvas faltantes se recomienda primero correlacionar todas 

las curvas que se tienen, por medio de crossplots o matrices de correlación se 

pueden escoger las de mejor relación.  
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- Hacer una corrección por arcillosidad de las curvas predichas del registro sónico 

en las zonas más radioactivas. 

- Este tipo de técnicas clasificatorias y predictivas merecen tener más difusión en las 

geociencias. Muchos flujos siguen utilizando metodologías antiguas que conllevan 

mucha dedicación y dinero.  

- Agregar en el pénsum académico de la carrera de Geología más materias 

relacionadas con la IA. Las mejores universidades del mundo llevan años dando 

este tipo de cátedras, y así mismo más y más proyectos de este tipo son estudiados 

y publicados.  
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